
ΕΘΝΙΚΟ ΜΕΤΣΟΒΙΟ ΠΟΛΥΤΕΧΝΕΙΟ
ΣΧΟΛΗ ΗΛΕΚΤΡΟΛΟΓΩΝ ΜΗΧΑΝΙΚΩΝ ΚΑΙ ΜΗΧΑΝΙΚΩΝ ΥΠΟΛΟΓΙΣΤΩΝ

ΤΟΜΕΑΣ ΕΠΙΚΟΙΝΩΝΙΩΝ, ΗΛΕΚΤΡΟΝΙΚΗΣ ΚΑΙ ΣΥΣΤΗΜΑΤΩΝ ΠΛΗΡΟΦΟΡΙΚΗΣ

Ανάυση Συναισήματος σε Δεδομένα Κοιννικών
Δικτύν με ρήση Γράφν ν-ραμμάτν

ΔΙΠΛΩΜΑΤΙΚΗ ΕΡΓΑΣΙΑ

Δημήτριος Μ. Τζαννέτος

Επιέπουσα : Θεοδώρα Βαραρίου
Καηήτρια Ε.Μ.Π.

Αήνα, Οκτώριος 2014





ΕΘΝΙΚΟ ΜΕΤΣΟΒΙΟ ΠΟΛΥΤΕΧΝΕΙΟ
ΣΧΟΛΗ ΗΛΕΚΤΡΟΛΟΓΩΝ ΜΗΧΑΝΙΚΩΝ ΚΑΙ ΜΗΧΑΝΙΚΩΝ ΥΠΟΛΟΓΙΣΤΩΝ

ΤΟΜΕΑΣ ΕΠΙΚΟΙΝΩΝΙΩΝ, ΗΛΕΚΤΡΟΝΙΚΗΣ ΚΑΙ ΣΥΣΤΗΜΑΤΩΝ ΠΛΗΡΟΦΟΡΙΚΗΣ

Ανάυση Συναισήματος σε Δεδομένα Κοιννικών
Δικτύν με ρήση Γράφν ν-ραμμάτν

ΔΙΠΛΩΜΑΤΙΚΗ ΕΡΓΑΣΙΑ

Δημήτριος Μ. Τζαννέτος

Επιέπουσα : Θεοδώρα Βαραρίου
Καηήτρια Ε.Μ.Π.

Εκρίηκε από την τριμεή εξεταστική επιτροπή την 22η Οκτρίου 2014.

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

Θεοδώρα Βαραρίου
Καηήτρια Ε.Μ.Π.

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

Βασίειος Λούμος
Καηητής Ε.Μ.Π.

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

Εευέριος Καιάφας
Καηητής Ε.Μ.Π.

Αήνα, Οκτώριος 2014



. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

Δημήτριος Μ. Τζαννέτος
Διπματούος Ηεκτροόος Μηανικός και Μηανικός Υποοιστών Ε.Μ.Π.

Copyright © Δημήτριος Μ. Τζαννέτος, 2014.
Με επιφύαξη παντός δικαιώματος. All rights reserved.
Απαορεύεται η αντιραφή, αποήκευση και διανομή της παρούσας ερασίας, εξ
οοκήρου ή τμήματος αυτής, ια εμπορικό σκοπό. Επιτρέπεται η ανατύπση,
αποήκευση και διανομή ια σκοπό μη κερδοσκοπικό, εκπαιδευτικής ή ερευνητικής
φύσης, υπό την προϋπόεση να αναφέρεται η πηή προέευσης και να διατηρείται το
παρόν μήνυμα. Ερτήματα που αφορούν τη ρήση της ερασίας ια κερδοσκοπικό σκοπό
πρέπει να απευύνονται προς τον συραφέα.
Οι απόψεις και τα συμπεράσματα που περιέονται σε αυτό το έραφο εκφράζουν τον
συραφέα και δεν πρέπει να ερμηνευεί ότι αντιπροσπεύουν τις επίσημες έσεις του
Ενικού Μετσόιου Πουτενείου.



Περίηψη

Η έευση του Διαδικτύου δημιούρησε νέα κανάια επικοιννίας, ενημέρσης και αντα-
αής απόψεν. Η ανάκη εξαής ρήσιμν συμπερασμάτν αναύοντας με αυτο-
ματοποιημένο τρόπο τον τεράστιο όκο του παραόμενου από ρήστες περιεομένου
οδήησε στην εμφάνιση της Ανάυσης Συναισήματος. Ειδικότερα, τα δεδομένα τν
Κοιννικών Μέσν Δικτύσης ό τν εενών αρακτηριστικών τους δημιουρούν
σημαντικές δυσκοίες με αποτέεσμα να αναζητούνται νέες μέοδοι επεξερασίας.

Σε αυτό το παίσιο, η παρούσα ερασία μεετά την εφαρμοή του μοντέου ράφν
ν-ραμμάτν - μίας επιεπόμενης προσέισης ανεξάρτητη ώσσας που έει προτα-
εί στη ιιοραφία - σε ένα πουσσικό και πουεματικό περιάον. Διερευνά
τον τρόπο με τον οποίο ανταποκρίνεται στη μεταοή τν ασικών παραμέτρν του
μοντέου και προτείνει τους πέον κατάηους ια εφαρμοή αορίμους Μηανικής
Μάησης. Έπειτα, εξετάζει τροποποιήσεις της αρικής σύνεσης και επιτυάνει να αυ-
ξήσει την ακρίεια ταξινομητών με μέτρια επίδοση. Τέος, μέσ σημάτν ensemble,
προσδιορίζει τους συνδυασμούς ταξινομητών οι οποίοι εμφανίζουν συστηματικά ετι-
μένα ποσοστά ακρίειας.

Λέξεις κειδιά

ανάυση συναισήματος, ράφοι ν-ραμμάτν, αόριμοι Επιεπόμενης Μηανικής
Μάησης, κατηοριοποίηση ποικότητας, τενικές ensemble
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Abstract

The advent of the Internet created new channels of communication, information and
opinion exchange. The need to extract useful insight through automated analysis of
the vast amount of user-generated content gave rise to Sentiment Analysis. Social
Media content, in particular, due to its inherent characteristics poses serious chal-
lenges that call for new processing techniques.

In this context, this thesis focuses on the application of n-gram graphs model - a
language-independent supervised approach presented in the bibliography - to a mul-
tilingual and multi-topic environment. Explores how the model responds to basic
parameter changes and proposes the most applicable machine learning algorithms.
Furthermore, examines modifications of the initial structure and achieves to enhance
the accuracy of low-performance classifiers. Finally, using ensemble techniques, spec-
ifies classifier combinations that consistently show higher accuracy rates.

Key words

sentiment analysis, n-gram graphs, supervised machine learning algorithms, polarity
classification, ensemble techniques
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1
Εισαή

Τα τεευταία ρόνια, η ανάπτυξη του Διαδικτύου έει αάξει σε μεάο αμό την
καημερινότητά μας προσφέροντας νέους τρόπους επικοιννίας, ενημέρσης και αη-
επίδρασης μεταξύ τν ανρώπν. Οι ρήστες του Internet δεν είναι πέον παητικοί
αποδέκτες πηροφοριών αά συμμετέοντας σε κοιννικά δίκτυα έουν τη δυνατότητα
να συζητήσουν με άους ρήστες,να ανταάξουν απόψεις και ιδέες, απομακρύνονται
δε με τον τρόπο αυτό από τις πιο παραδοσιακές υπηρεσίες όπς τα e-mails. Η άποψη
της κοινής νώμης ύρ από ποικία έματα απασοεί την ανρώπινη δραστηριότητα
η οποία προσπαεί να την αφουκραστεί μέσ ερτηματοοίν και δημοσκοπήσεν.
Καώς οοένα και περισσότεροι ρήστες αναρτούν κριτικές σετικά με τα προϊόντα ή
υπηρεσίες που ρησιμοποιούν, οι πατφόρμες κοιννικής δικτύσης αποτεούν σημα-
ντικές πηές πηροφοριών όσον αφορά την άποψη και τα συναισήματα τν ανρώπν
- οι οποίες ια πρώτη φορά στην ιστορία είναι καταεραμμένες απευείας σε ηεκτρο-
νική μορφή. Η ανάκη ανάυσης και αξιοποίησης του παραόμενου όκου πηροφο-
ρίας με αυτοματοποιημένο τρόπο οδήησε στην εμφάνιση της Ανάλυσης Συναισθήματος
(Sentiment Analysis).

Η Ανάυση Συναισήματος σε δεδομένα κοιννικών δικτύν αποκτά οοένα και περισ-
σότερο έδαφος στον ακαδημαϊκό ώρο ό τν τενικών προκήσεν που έτει αά
και στον επιειρηματικό ώρο άρη στις ποά υποσόμενες προοπτικές της. Πρτο-
πόρες εταιρείες επενδύουν στην εξόρυξη νώμης από τα κοιννικά μέσα δικτύσης,
ρησιμοποιώντας τενικές ανάυσης συναισήματος. Είναι ιδιαίτερα κρίσιμη η έκαιρη
ανάυση της νώμης τν κατανατών στα κοιννικά δίκτυα και η κατάηη προ-
σαρμοή στις ανάκες τους καώς αυξάνεται συνεώς ο αριμός τν ανρώπν που
στηρίζονται σε αξιοοήσεις άν κατανατών πριν άουν την τεική απόφαση
αοράς.

1.1 Διατύπση Προήματος

Η Ανάυση Συναισήματος μπορεί να εφαρμοσεί σε διάφορα επίπεδα ανάυσης ανάοα
με το μέεος του κειμένου και τη ζητούμενη επτομέρεια της εξαόμενης πηροφορίας:

• Επίπεδο Εράφου : ίνεται η παραδοή ότι σε κάε έραφο διατυπώνεται μία
άποψη ια ένα συκεκριμένο αντικείμενο ή έμα.
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• Επίπεδο Πρότασης : διαρίζει κάε έραφο σε προτάσεις υποέτοντας ότι κάε
μία πρόταση εκφράζει μία μόνο άποψη.

• Επίπεδο Χαρακτηριστικού : διαρίζει κάε έραφο ή πρόταση σε φράσεις οι
οποίες αναφέρονται σε μία οντότητα συνοικά ή ξεριστά ια κάε ένα από τα
αρακτηριστικά της με διαφορετικό συναίσημα.

Ο αμός επτομέρειας που εξετάζουμε και συναντάται κυρίς στη ιιοραφία εστιά-
ζει στην ποικότητα του μηνύματος. Προσπαεί να κατατάξει την άποψη που διατυπώ-
νεται σε ένα κείμενο σε ετική,αρνητική ή ουδέτερη και ια το όο αυτό η Ανάυση
Συναισήματος αναφέρεται συνά και με τον όρο Εξόρυξη Γνώμης. Πιο προρημένες
προσείσεις ασοούνται με τον προσδιορισμό του συκεκριμένου συναισήματος που
εκφράζει ο δημιουρός π.. αρά, ευαρίστηση, ύπη, αανάκτηση.

Στην παρούσα ερασία μεετάμε την Ανάυση Συναισήματος σε επίπεδο εράφου
αναύοντας πουσσικά μηνύματα από το κοιννικό δίκτυο Twitter. Σκοπός είναι
ο προσδιορισμός της ποικότητας τν κειμένν τα οποία αποτεούνται από μερικές
προτάσεις. Ωστόσο, ό του περιορισμού του μήκους τν μηνυμάτν που επιάει
το μέσο, το εύρος της ανάυσης προσείζει σε μεάο αμό το επίπεδο πρότασης.

Το πρόημα που εξετάζουμε είναι η ταξινόμηση πουσσικών κειμένν σε τρεις
κατηορίες (ετική, αρνητική ή ουδέτερη). Θερούμε πς κάε μήνυμα ανήκει σε μόνο
μία κατηορία δηαδή η ποικότητα είναι ενιαία σε όο το σώμα του εράφου (single-
label classification). Παράηα, εστιάζουμε σε ένα σύνοο σσών ρίς στόσο
να νρίζουμε εκ τν προτέρν τη ώσσα στην οποία κάε μήνυμα έει ραφτεί.

1.2 Προσέιση

Τα περισσότερα συστήματα Ανάυσης Συναισήματος ανινεύουν εκφραστικά μοτία
και εφαρμόζουν τενικές που αξιοοούν τη σημασία και συναισηματική ροιά συ-
κεκριμένν έξεν και φράσεν (π.. SentiWordNet). Αν και αυτές οι προσείσεις
επιτυάνουν αρκετά υψηή ακρίεια όταν εφαρμοσούν σε ένα συκεκριμένο περιά-
ον με νστή εματοοία, έουν κατασκευασεί με την παραδοή ότι τα προς εξέταση
δεδομένα είναι ραμμένα σε μία μόνο εκ τν προτέρν νστή ώσσα και δεν περι-
αμάνουν ορυώδες περιεόμενο (νεοοισμούς, οροραφικά άη,αρκό), στοιεία
τα οποία αποτεούν εενή αρακτηριστικά τν δεδομένν από κοιννικά δίκτυα. Σε
αυτή την ερασία αντιμετπίζουμε τους συκεκριμένου περιορισμούς μεετώντας εκτε-
νέστερα την εφαρμοή της μεόδου ράφν ν-ραμμάτν σε μηνύματα του Twitter. H εν
ό προσέιση επιεπόμενης μάησης που προτάηκε από τους Aisopos, Papadakis,
Tserpes και Varvarigou εμφανίζει ανεξαρτησία από τη ώσσα (language neutrality)
και υψηή ανοή στο όρυο (noise-tolerant) και περιράφεται αναυτικά στο Κεφάαιο
3. Συνοπτικά, δημιουρεί ένα ράφο του οποίου οι κορυφές αντιστοιούν σε αρακτήρες
ν-ραμμάτν ενός μηνύματος και τα άρη τν ακμών του αναφέρονται στη μέση από-
σταση μεταξύ τους. Μηνύματα της ίδιας κατηορίας ποικότητας συνεύονται στον
αντίστοιο ράφο κάσης και στη συνέεια κάε ράφος μηνύματος συκρίνεται με
τους ράφους κάσεν ια να προσδιορισεί η ποικότητα του μηνύματος. Το μοντέο
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ράφν ν-ραμμάτν εμφάνισε υψηά ποσοστά ακρίειας κατηοριοποίησης εφαρμοζό-
μενο σε μεάο όκο δεδομένν που παράηκε με αυτόματο τρόπο με την τενική της
εξ αποστάσες επίεψης (distant supervision).

Στόος της παρούσας ερασίας είναι : η μεέτη της συμπεριφοράς της μεόδου σε ένα
σύνοο ειροκίνητα ταξινομημένν (manually annotated) πουσσικών δεδομένν,
η διερεύνηση και προσπάεια ετίσης τν αποτεεσμάτν τν αορίμν Μηανικής
Μάησης και τέος η διενέρεια παρεμάσεν σε στάδια της μεόδου προκειμένου να
διαπιστεί η ανταπόκρισή της σε αυτές.

1.3 Οράνση Κειμένου

Το υπόοιπο κείμενο διαρρώνεται ς εξής :

Κεφάαιο 2 : Παρουσιάζεται εκτενέστερα το πρόημα της Ανάυσης Συναισήμα-
τος, οι δυσκοίες και προκήσεις που καείται να αντιμετπίσει, οι διάφορες προ-
σείσεις που ρησιμοποιούνται και πραματοποιείται μία ανασκόπηση της σετικής
ιιοραφίας.

Κεφάαιο 3 : Περιράφεται αναυτικά η μέοδος κατηοριοποίησης με ράφους ν-
ραμμάτν και παρουσιάζονται συνοπτικά τα αρακτηριστικά τν αορίμν Μη-
ανικής Μάησης που ρησιμοποιούνται στην ερασία.

Κεφάαιο 4 : Παρουσιάζονται και αξιοοούνται τα πειραματικά αποτεέσματα της
εφαρμοής της μεόδου και αναύονται η συμπεριφορά της ς προς τη μεταοή
ασικών παραμέτρν, η συματότητα της με διάφορους αορίμους Μηανικής
Μάησης καώς και ο τρόπος με τον οποίο ανταποκρίνεται στις τροποποιήσεις της
αρικής αριτεκτονικής

Κεφάαιο 5 : Συνοψίζονται τα συμπεράσματα που προέκυψαν από την παραπάν με-
έτη και αναφέρονται ανοικτά έματα και μεοντικοί προσανατοισμοί έρευνας
όσον αφορά στην εφαρμοή του μοντέου ράφν ν-ραμμάτν σε δεδομένα κοι-
ννικών δικτύν

19





2
Ανάυση Συναισήματος

Τα τεευταία ρόνια η Ανάυση Συναισήματος προσεκύει όο και περισσότερο το εν-
διαφέρον της ακαδημαϊκής κοινότητας αά και της ιομηανίας άρη στις πιανές εφαρ-
μοές της, κυρίς στον τομέα της Επιειρηματικής Ευφυίας (Business Intelligence).
Στην προσπάεια να αξιοποιήσουμε αποτεεσματικά τον τεράστιο όκο δεδομένν που
παράονται καημερινά από απούς ρήστες (user-generated content) στα μέσα κοιννι-
κής δικτύσης, έουν πραματοποιηεί σημαντικές έρευνες εφαρμόζοντας διαφορετικές
τενικές και προσείσεις.

2.1 Το Πρόημα της Ανάυσης
Συναισήματος

Από τις πρώτες μεέτες στην περιοή της Ανάυσης Συναισήματος [51] είε ήδη ίνει
αντιηπτό ότι η κατηοριοποίηση συναισήματος (sentiment classification) διαφέρει από
το κασικό πρόημα κατηοριοποίησης κειμένου :

“Η κατηγοριοποίηση κείμενου - γνωστή και ως ταξινόμηση κειμένου ή ανίχνευση θέματος
- αναφέρεται στην αντιστοίχηση κειμένων φυσικής γλώσσας σε θεματικές κατηγορίες ή
κλάσεις οι οποίες ανήκουν σε ένα προκαθορισμένο σύνολο” [44]

Οι κατηορίες καορίζονται με άση τα έματα στόους του εκάστοτε προήματος.
Επομένς, διαφορετικά προήματα ταξινόμησης κειμένου ασίζονται σε διαφορετικά
σύνοα κατηοριών. Το πήος τν κατηοριών σε ένα σύνοο ποικίει : μπορεί να
εκτείνεται από ένα μικρό σύνοο δύο μόνο κατηοριών ές σύνοα με δεκάδες κατηο-
ρίες π.. οι κατηορίες που απαιτούνται ια την ταξινόμηση ενός άρρου εφημερίδας με
άση τη εματοοία που καύπτει. Παράηα, ανάοα με το πρόημα και το σύ-
νοο κατηοριών, ένα κείμενο μπορεί να ανήκει σε μία ή περισσότερες επικαυπτόμενες
κατηορίες π.. ένα άρρο να αντιστοιηεί με τις κατηορίες “ποιτική”, “οικονομία”
και “επικαιρότητα”.

Αντίετα, η Ανάυση Συναισήματος αναφέρεται σε ένα μικρό σύνοο κατηοριών (π..
ετικό, αρνητικό, ουδέτερο - “1 αστέρι”, ...,“5 αστέρια”). Επειδή επικεντρώνεται στην
κατάταξη ενός κειμένου ς προς την ποικότητα του, οι κατηορίες είναι ανεξάρτητες
της εματοοίας του προήματος και μεταξύ τους αμοιαία αποκειόμενες.
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Το πρόημα που προσπαεί να επιύσει η Ανάυση Συναισήματος είναι ένα από τα
πιο απά προήματα με τα οποία ασοείται η Επεξερασία Φυσικής Γώσσας [22].
Ο υποοιστής δε ρειάζεται να αντιαμάνεται πήρς τη σημασιοοία της κάε
πρότασης αά α πρέπει να εντοπίζει τη συνοική στάση του συραφέα και να την
ταξινομεί ς προς την ποικότητά της. Οι απαιτήσεις αποποιούν σε μεάο αμό το
πρόημα της κατανόησης της φυσικής ώσσας από τον υποοιστή αά δεν παύει το
πρόημα της ανίνευσης της ποικότητας - στο οποίο εξειδικεύεται - να είναι αρκετές
φορές δύσκοο ακόμη και ια τον άνρπο 1.

2.2 Δυσκοίες & Προκήσεις

Το εννοιοοικό παίσιο στο οποίο κινείται η Ανάυση Συναισήματος εξασφαίζει την
εφαρμοή τν τενικών και μεόδν της σε ένα μεάο εύρος εμάτν ρίς ιδιαίτερες
τροποποιήσεις, επιτυάνοντας αρκετά ικανοποιητικά ποσοστά ακρίειας. Στηριζόμενοι
στην ανεξαρτησία του προήματος από τη εματοοία, α μπορούσαμε να ισυρι-
στούμε ότι η ποικότητα ενός κειμένου προκύπτει από την ποικότητα τν μεμον-
μένν έξεν από τις οποίες απαρτίζεται. Συνεπώς, ανανρίζοντας ένα συκεκριμένο
σύνοο έξεν-κειδιών (keywords) α μπορούσαμε να προσδιορίσουμε τη συνοική
ποικότητα της άποψης που εκφράζεται στο κείμενο.

Η παραπάν διαδικασία είναι μία από τις πρώτες μεόδους που ρησιμοποιήηκαν και
υιοετεί μία από τις πιο δημοφιείς και αποτεεσματικές τενικές της ανίνευσης εμα-
τοοίας. Ωστόσο, η προσέιση μέσ έξεν κειδιών στο συκεκριμένο πρόημα
δεν εμφανίζει υψηά ποσοστά ακρίειας και έει αποδεεί ειπής σε ορισμένες περι-
πτώσεις (“thwarted expectations” [34]).

Στο σημείο αυτό ανακύπτει το εξής ερώτημα : ια ποιο όο το πρόημα της κατηοριο-
ποίησης συναισήματος είναι πιο δύσκοο σε σέση με την ανίνευση εματοοίας, αν
άουμε υπόψη ότι οι κατηορίες “ετικό”, “αρνητικό” και “ουδέτερο” είναι εννοιοοικά
ξένες μεταξύ τους ;

Μία από τις πιο σημαντικές διαφορές με την κατηοριοποίηση ς προς τη εματοο-
ία και τις δυσκοίες στην περιοή της Ανάυσης Συναισήματος είναι ότι “το συναί-
σημα/άποψη μπορεί ποές φορές να εκφρασεί με πιο επτό τρόπο ρίς τη ρήση
συναισηματικά φορτισμένν (ετικά ή αρνητικά) έξεν με αποτέεσμα να είναι δύ-
σκοο να ανανρισεί από τους επιμέρους όρους του κειμένου όταν αυτοί εξετάζονται
μεμονμένα” [33].

Παράηα, πέρα από τον προσδιορισμό της ποικότητας όταν απουσιάζουν συναιση-
ματικά φορτισμένες έξεις, ιδιαίτερα απαιτητικός είναι και ο διαρισμός τν υποκει-
μενικών και αντικειμενικών έξεν και φράσεν ενός κειμένου. Όπς αναφέρεται από
τους Kim και Hovy στο [19] “ποές φορές ακόμη και άνρποι διαφνούν ια το αν
μία δήση αποτεεί ή όι άποψη”.

Ένα άο ζήτημα που απασοεί ιδιαίτερα την Ανάυση Συναισήματος είναι ο προσ-
διορισμός του κατόου - εκφραστή της άποψης (opinion holder) που διατυπώνεται στο
κείμενο. Το συκεκριμένο έμα έει μεετηεί εκτενώς στη ιιοραφία, κυρίς σε

1 http://mashable.com/2010/04/19/sentiment-analysis/
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αναύσεις σε ποιτικά debates εξετάζοντας αν η νώμη ανήκει στο συραφέα/δη-
μιουρό ή στον σοιαστή.

Όπς αναφέρηκε στην Ενότητα 2.1 , η ενικότερη αντίηψη της ετικής ή αρνητικής
άποψης δεν εξαρτάται άμεσα από το εκάστοτε έμα συζήτησης. Ωστόσο, το συναίσημα
και η υποκειμενικότητα ενός κειμένου εξαρτώνται από το σημασιοοικό παίσιο στο
οποίο τοποετείται [33]. Χαρακτηριστικό παράδειμα : “πήαινε διάασε το ιίο”. Η
πρόταση εκφράζει ετική άποψη όταν αναφέρεται σε κριτική ιίου. Η ίδια πρόταση,
όμς, εκφράζει εντεώς διαφορετική άποψη όταν ρησιμοποιείται σε κριτική ταινίας.

Άος ένας παράοντας που επηρεάζει την ποικότητα είναι η σειρά τν έξεν και
φράσεν στο κείμενο [33]. Οι ίδιες έξεις με διαφορετική σειρά μπορεί να οδηήσουν
σε τεείς διαφορετική συνοική ποικότητα.

Τέος, στις δυσκοίες που συναντά η Ανάυση Συναισήματος πρέπει να συμπεριη-
φούν και οι προκήσεις της ευρύτερης περιοής της Επεξερασίας Φυσικής Γώσσας:
αμφισημία, ειρισμός της άρνησης, ειρνεία και σαρκασμός.

2.3 Ανάυση Συναισήματος σε
Μικρο-Ιστοόια

Η Ανάυση Συναισήματος όταν εφαρμόζεται σε δεδομένα από μικρο-ιστοόια και
κοιννικά δίκτυα καείται να αντιμετπίσει περαιτέρ δυσκοίες οι οποίες οφείονται
στην ιδιαίτερη φύση τν κειμένν :

• Μήκος Κειμένου : τα μηνύματα είναι συνής σύντομα (π.. μέιστο όριο 140
αρακτήρες στο Twitter). Αν και ο περιορισμός μήκους μπορεί να οδηήσει σε
περιεκτικές και επί του έματος τοποετήσεις, ποές φορές απουσιάζει το ευρύ-
τερο εννοιοοικό παίσιο με αποτέεσμα να μην είναι σαφής η ποικότητα του
κειμένου [6].

• Λεξιόιο : τα περισσότερα κείμενα διατυπώνονται σε ανεπίσημη, καομιούμενη
ώσσα και εμφανίζουν πού μεαύτερη ποικιομορφία σε σέση με άα είδη
κειμένου. Περιαμάνουν αρκό, νεοοισμούς, εσκεμμένες παρααές έξεν
ια έμφαση (επιμήκυνση φόν, ρήση κεφααίν ραμμάτν), συντομοραφίες
(π.. “gr8”-“great”) με αποτέεσμα να μην είναι δυνατή η εφαρμοή εκτικών ανα-
υτών ή άν εραείν που στηρίζονται στη ραπτή και πιο επίσημη μορφή της
ώσσας.

• Θόρυος : οι πατφόρμες κοιννικής δικτύσης επιτρέπουν μία αυόρμητη επικοι-
ννία σε πραματικό ρόνο όπου ποές φορές οι ρήστες αναρτούν μηνύματα
ρίς να εέουν ια συντακτικά ή ραμματικά άη. Ένα μεάο ποσοστό από
τα δεδομένα που παράονται περιέει ακούσια οροραφικά άη και ακατανόητες
εκφράσεις τα οποία συνιστούν ουσιαστικά όρυο. Η ανανώριση και αποκεισμός
τους αποτεεί ιδιαίτερη πρόκηση ια τα σύρονα συστήματα ανίνευσης συναι-
σήματος.
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• Πουσσικό Περιεόμενο : τα μέσα κοιννικής δικτύσης εξαπώνονται σε μη
αόφνες ώρες, αποκτώντας ρήστες που ρησιμοποιούν και ράφουν σε δια-
φορετικές ώσσες, αρκετές φορές ακόμη και σε επίπεδο πρότασης ή μηνύματος.
Το φαινόμενο αυτό έει ς αποτέεσμα ιδιαίτερα διαδεδομένες τενικές στοευ-
μένες σε συκεκριμένες ώσσες (language-specific) να καίστανται πρακτικά μη
εφαρμόσιμες.

2.4 Προσείσεις

Έουν προταεί διάφορες τενικές που εξετάζουν την αναπαράσταση του κειμένου υπό
διαφορετική οπτική νία, έοντας, στόσο, κοινό στόο : τον προσδιορισμό της ποι-
κότητας.Οι πιο ασικές προσείσεις συνοψίζονται στις εξής κατηορίες :

• Λεξικό Συναισήματος : ασίζεται στον ισυρισμό ότι ο προσδιορισμός της ποι-
κότητας ενός κειμένου ασίζεται στον σημασιοοικό προσανατοισμό (semantic
orientation) τν επιμέρους έξεν και φράσεών του [51]. Δημιουρούνται, οιπόν,
εξικά συναισημάτν στα οποία περιέονται έξεις και φράσεις με την αντίστοιη
σημασιοοική ποικότητα και ισύ τους (ασικά ήμματα). Στη συνέεια, εμπου-
τίζονται είτε αξιοποιώντας πηροφορίες από μεάα σώματα κειμένου (ανίνευση
συντακτικών μοτίν, συνότητα εμφάνισης έξεν) (text-corpus based) ή ρησι-
μοποιώντας εξτερικούς σσοοικούς πόρους (ησαυρούς έξεν,ερμηνευτικά
εξικά) (dictionary-based) ια την επέκτασή τους με συνώνυμα, αντώνυμα και επι-
πέον συντακτικές και σημασιοοικές πηροφορίες [16].

• Σέσεις και Συνδέσεις : εξετάζει τις πιανές σέσεις και εξαρτήσεις μεταξύ τν
διάφορν αρακτηριστικών του κειμένου. Μεετά τον τρόπο με τον οποίο συνδέ-
ονται μεταξύ τους οι παράραφοι, οι προτάσεις και τα διάφορα μέρη του όου
έτσι ώστε να ανινευτούν νοηματικές αντιέσεις ή επικαύψεις στις συνιστώσες
του κειμένου και να προσδιορισεί με μεαύτερη ακρίεια η συνοική ποικότητα
[36].

• Δομή του Λόου : μεετά τη συντακτική δομή του κειμένου : κάε έξη εξετάζεται
αν ανήκει στους κύριους όρους της πρότασης (υποκείμενο-ρήμα-αντικείμενο) και
εντοπίζεται η έση της μέσα στο κείμενο με σκοπό να προσδιορισεί η τοπική της
σημασιοοία (ενερή ή παητική συμμετοή) και η αρύτητά της στο συνοικό
συναίσημα. π.. στις κριτικές η συνοική στάση διατυπώνεται συνής προς το
τέος του κειμένου [34].

• Γσσικά Μοντέα : δανείζεται αρκετά στοιεία από την περιοή της Ανανώρι-
σης Φνής. Στηρίζεται στη στατιστική επεξερασία του κειμένου με στόο την
κατασκευή ενός διανύσματος αρακτηριστικών (feature vector) το οποίο α ρη-
σιμοποιηεί στη συνέεια ια την κατηοριοποίηση του συναισήματος [32]. Ένα
σσικό μοντέο αποτεεί την υπό συνήκη κατανομή πιανότητας της i-ιοστής
εκτικής μονάδας σε μία πρόταση , δηαδή υποδηώνει την πιανότητα εμφάνι-
σης της συκεκριμένης εκτικής μονάδας, νρίζοντας την κατηορία όν τν
προηούμενν όρν της πρότασης.Τα πιο δημοφιή μοντέα ασίζονται στην ανα-
παράσταση του κειμένου με έξεις ή αρακτήρες ν-ραμμάτν. Η προσέιση αυτή
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διαφέρει σε σέση με τις προαναφερείσες καώς απαιτεί ένα σύνοο από ήδη τα-
ξινομημένα εκπαιδευτικά πρότυπα (training set) - τα οποία πρέπει να είναι αντι-
προσπευτικά τν κειμένν προς εξέταση (test set). Εφαρμόζοντας το μοντέο
στο σύνοο εκπαίδευσης, επιέουμε τα αρακτηριστικά εκείνα που καιστούν τα
κείμενα διαφορετικών κατηοριών διαρίσιμα.

2.5 Κατηοριοποίηση

Η οπτική νία με την οποία προσείζεται η δομή και αναπαράσταση ενός κειμένου
καορίζει και τον τρόπο κατηοριοποίησης του. Οι τενικές που εφαρμόζονται ρίζο-
νται ανάοα με το αμό παρέμασης του ανρώπου στη διαδικασία της μάησης σε
δύο ασικές κατηορίες :

2.5.1 Μέοδοι Επιεπόμενης Μάησης

Αποτεεί τη πιο δημοφιή τενική κατηοριοποίησης συναισήματος. Στόος είναι η
δημιουρία ενός ταξινομητή (classifier) ο οποίος α αντιστοιίζει κείμενα με κατηορίες
(ετικά, αρνητικά, ουδέτερα) εφαρμόζοντας κάποιον αόριμο.

Στην επιεπόμενη μάηση κάε κείμενο αναπαρίσταται με ένα διάνυσμα αρακτηρι-
στικών έτσι ώστε ο ταξινομητής να ανανρίσει και να μάει τις πιο αντιπροσπευτι-
κές διαφορές ανάμεσα σε κείμενα που ανήκουν σε διαφορετικές κατηορίες και ι’αυτό
απαιτείται ένα σύνοο εκπαίδευσης. Οι αόριμοι μηανικής μάησης εστιάζουν στη
ετιστοποίηση τν εστερικών τους παραμέτρν ανάοα με τη δυαδική τιμή ή άρος
ορισμένν αρακτηριστικών ή στην κατασκευή επαώμενν κανόνν ανάοα με το
ζεύος αρακτηριστικό-τιμή στο σύνοο εκπαίδευσης. Οι πιο νστοί αόριμοι είναι:
Naive Bayes, Multinomial Naive Bayes, C4.5 και Support Vector Machines (SVM).

Οι τενικές επιεπόμενης μάησης επιτυάνουν υψηά ποσοστά ακρίειας και υπερτε-
ρούν τν μη-επιεπόμενν τενικών [34]. Ωστόσο, εμφανίζουν κάποια μειονεκτήματα.
Απαιτείται αρκετός ρόνος και προσπάεια ια την κατασκευή ενός συνόου εκπαίδευ-
σης αά και ια την εκπαίδευση του ταξινομητή μέρις ότου ρεούν οι έτιστες
τιμές τν παραμέτρν ή εξαούν οι απαραίτητοι κανόνες. Παράηα, η ακρίεια ενός
ταξινομητή εξαρτάται άμεσα από το σύνοο εκπαίδευσης. Συνεπώς, τα εκπαιδευτικά
πρότυπα α πρέπει να έουν επιεεί κατάηα έτσι ώστε να είναι αντιπροσπευτικά
του συνοικού πηυσμού τν κειμένν.

2.5.2 Μέοδοι Μη-Επιεπόμενης Μάησης

Η κατηοριοποίηση συναισήματος ίνεται με άση το σημασιοοικό προσανατοισμό
τν έξεν και φράσεν του κειμένου. Δεν απαιτείται σύνοο εκπαίδευσης ια την εξα-
ή διανύσματος αρακτηριστικών. Αντίετα, ρησιμοποιώντας προ-κατασκευασμένα
εξικά συναισήματος, αρακτηρίζονται οι διάφοροι όροι του κειμένου και προκύπτει η
συνοική ποικότητα.
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Αρκετές από τις μη-επιεπόμενες μεόδους επιτυάνουν ικανοποιητικά ποσοστά ακρί-
ειας σε συστηματική άση όταν εφαρμόζονται σε νστά εματικά πεδία όπου το εξι-
όιο τν κειμένν τους καύπτεται από τα εξικά συναισήματος. Αποκτούν ιδιαίτερη
δημοτικότητα καώς δεν απαιτείται σύνοο εκπαίδευσης με αποτέεσμα να μπορούν να
εφαρμοστούν σε μεαύτερο εύρος εμάτν σε σέση με τις μεόδους επιεπόμενης
μάησης [47]. Ωστόσο, παρουσιάζουν δύο σημαντικούς περιορισμούς [39]. Αρικά, το
πήος τν έξεν στα εξικά είναι πεπερασμένο με αποτέεσμα η τενική να μην
μπορεί να εφαρμοστεί σε πού δυναμικά περιάοντα όπς το Twitter όπου νεοο-
ισμοί και συντομοραφίες συνεώς εμφανίζονται. Επιπέον, τα εξικά συναισήματος
αναέτουν συνής ένα σταερό συναισηματικό προσανατοισμό στις έξεις ρίς να
εξετάζουν το ευρύτερο παίσιο στο οποίο ρησιμοποιούνται.

2.6 Σετικές Ερασίες

Οι πρώτες μεέτες στην περιοή της Ανάυσης Συναισήματος εξέταζαν κυρίς άρρα
εφημερίδν (κριτικές ταινιών και προϊόντν,ποιτικές και οικονομικές αναύσεις). Τα
τεευταία ρόνια, άρη στην ανάπτυξη τν μέσν κοιννικής δικτύσης, το ενδιαφέρον
της ακαδημαϊκής κοινότητας αά και της ιομηανίας στράφηκε προς την επεξερα-
σία και ανάυση τν παραόμεν δεδομένν. Αυτό είε ς αποτέεσμα να παραεί
σημαντικό ερευνητικό έρο που εστιάζει αποκειστικά σε δεδομένα από κοιννικά δί-
κτυα. Ακοουεί μία επισκόπηση τν κύριν ερασιών σε δεδομένα από το Twitter,
ρισμένες σε ενότητες ανάοα με το είδος της τενικής που εφαρμόζουν.

2.6.1 Ερασίες με ρήση Επιεπόμενης Μηανικής
Μάησης

Οι Go et al. (2009) [14] υπήρξαν από τους πρώτους που μεέτησαν την ανάυση συ-
ναισήματος σε δεδομένα από το Twitter. Στη μεέτη τους ασοούνται με τη δυαδική
εκδοή του προήματος κατηοριοποίησης συναισήματος , αρακτηρίζοντας τα tweets
ς ετικά ή αρνητικά. Λό της έειψης σε εκπαιδευτικά πρότυπα ήδη κατηοριοποι-
ημένα ειροκίνητα από άνρπο (manually annotated), εφαρμόζουν την τενική της
εξ αποστάσες επίεψης (distant supervision) ια να εκπαιδεύσουν ένα ταξινομητή
επιεπόμενης μηανικής μάησης. Μέσ του Twitter API, συέουν ένα μεάο σύ-
νοο από tweets τα οποία ταξινομούν αυτόματα σε κατηορίες ανάοα με τα emoticons
(noisy labels) , διαράφοντας tweets που περιέουν emoticons και από τις δύο κατη-
ορίες. Το τεικό training set αποτεείται από 1.6 εκατομμύρια tweets, 800 ιιάδες
tweets από κάε κατηορία. Εφαρμόζουν στάδιο προεπεξερασίας του αρικού κειμένου
τν tweets όπου αφαιρούνται τα emoticons ενώ αναφορές σε ρήστες (@username) και
υπερσύνδεσμοι αντικαίστανται με κατάηες έξεις-κειδιά (placeholders). Για την
κατηοριοποίηση ρησιμοποιούν ς αρακτηριστικά μονοράμματα, διράμματα, συν-
δυασμό μονοραμμάτν και διραμμάτν καώς και επισημειώσεις ια την ιδιότητα της
κάε έξης (μέρος του όου), νώρισμα που συναντάται στην ιιοραφία με τον όρο
POS (part-of-speech) tags. Συκρίνουν τους αορίμους Naive Bayes, Maximum
Entropy και Support Vector Machines (SVM). Η ρήση τν SVM με μοναδικό αρα-
κτηριστικό τα μονοράμματα αποφέρει το καύτερο αποτέεσμα (82.9 %). Παρατηρούν
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πς η προσήκη τν διραμμάτν στο διάνυσμα αρακτηριστικών ετιώνει την επίδοση
τν NaiveBayes και Maximum Entropy αά όι τν SVM. Τέος, καταήουν στο
συμπέρασμα ότι προσέτοντας την άρνηση (negation) ς ξεριστό αρακτηριστικό
καώς και τα POS tags δεν παρατηρείται ετίση ενώ η ρήση μόνο τν διραμμάτν
οδηεί σε ειρότερα αποτεέσματα εξαιτίας του αραιού ώρου αρακτηριστικών (feature
space).

ΟιPak & Paroubek (2010) [31] ρησιμοποιούν επίσης ετικά και αρνητικά emoticons
ια να δημιουρήσουν ένα σύνοο εκπαίδευσης με 300 ιιάδες tweets. Ωστόσο, συ-
έουν παράηα tweets από οαριασμούς εφημερίδν στο Twitter ια να τα ρη-
σιμοποιήσουν ς ουδέτερα πρότυπα και να μεετήσουν το ενικότερο πρόημα κα-
τηοριοποίησης με τις τρεις κάσεις. Στο στάδιο της προεπεξερασίας τους, αφαιρούν
τα ονόματα ρηστών, τα emoticons, τους υπερσυνδέσμους και τα άρρα (a, an, the)
(stopwords), οι έξεις άρνησης (no, not) συνενώνονται με την προηούμενη ή επόμενη
έξη και το κείμενο κατακερματίζεται στα κενά και τα σημεία στίξης (tokenization).
Πειραματίζονται με μονοράμματα, διράμματα και τριράμματα. Κατασκευάζουν δύο
εκδοές του ταξινομητή Naive Bayes ρησιμοποιώντας διαφορετικά αρακτηριστικά. Ο
ένας στηρίζεται στην παρουσία ενός ν-ράμματος στο κείμενο (αρακτηριστικό με δυα-
δική τιμή). Ο άος ασίζεται στην πηροφορία κατανομής τν μερών του όου (POS)
ια να εκτιμήσει την παρουσία τν POS tags και να υποοίσει την εκ τν υστέρν
πιανότητα (posterior probability) του μοντέου Naive Bayes. Θερώντας πς τα δύο
αρακτηριστικά είναι υπό συνήκη ανεξάρτητα και κατ’ επέκταση και οι δύο ταξινομητές,
η τεική ταξινόμηση ίνεται με άση το οάριμο πιανοφάνειας (log-likelihood). Πα-
ρατηρούν ότι το συκεκριμένο μοντέο υπερτερεί τν Support Vector Machines (SVM)
και τν Conditional Random Fields (CRF) έοντας καύτερο αποτέεσμα στον όι και
τόσο νστό δείκτη F0.5 = 0.63. Συμπεραίνουν πς τα διράμματα πετυαίνουν τη κα-
ύτερη ακρίεια ιατί “αποτεούν μία καή ισορροπία ανάμεσα στην κάυψη τν εύρους
(μονοράμματα) και στην ικανότητα ανανώρισης συναισηματικών μοτίν έκφρασης
(τριράμματα)” [31].

Οι Barbosa & Feng (2010) [5] προτείνουν ένα ταξινομητή δύο φάσεν. Στην πρώτη
φάση, τα tweets κατηοριοποιούνται σε υποκειμενικά ή αντικειμενικά και στη συνέεια
τα υποκειμενικά διακρίνονται σε ετικά ή αρνητικά tweets. Ακοουούν μία διαφορετική
προσέιση ια την κατασκευή του συνόου εκπαίδευσης : ρησιμοποιούν ς noisy
labels όι τα emoticons αά τη “νώμη” τριών εραείν ανίνευσης συναισήματος :
Twendz2, Twitter Sentiment3 και TweetFeel2, διαράφοντας τα tweets στα οποία δεν
υπάρει ομόφνη απόφαση. Το τεικό σύνοο εκπαίδευσης περιαμάνει 200 ιιάδες
tweets ια ανίνευση υποκειμενικότητας και 71.046 ετικά και 79.628 αρνητικά tweets
ια κατηοριοποίηση ποικότητας. Διαρίζουν τα αρακτηριστικά τους σε δύο κατη-
ορίες : τα μέτα-αρακτηριστικά (meta-features) και τα αρακτηριστικά σύνταξης του
tweets (tweet-syntax). Η πρώτη κατηορία περιαμάνει αρακτηριστικά όπς POS
tags, ο αμός υποκειμενικότητας και ποικότητας της εκάστοτε έξης όπς αυτά προσ-
διορίζονται στο εξικό MPQA [54]. Η δοείσα ποικότητα αντιστρέφεται από ετική
σε αρνητική και αντίστροφα όταν μία άρνηση προηείται της έξης. Η δεύτερη κατηο-
ρία περιαμάνει πιο ειδικά ια το Twitter αρακτηριστικά όπς η ύπαρξης retweets,
hashtags, υπερσυνδέσμν, αυμαστικών, ερτηματικών, emoticons και κεφααίν ραμ-
μάτν. Η συνότητα κάε αρακτηριστικού κανονικοποιείται διαιρώντας με το πήος

2 Η υπηρεσία δεν είναι πεόν διαέσιμη
3 http://www.sentiment140.com/
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τν όρν του κάε tweet. Συνοικά και από τις 2 κατηορίες προκύπτουν 20 αρακτη-
ριστικά. Τα καύτερα αποτεέσματα προκύπτουν ρησιμοποιώντας ς ταξινομητή τον
SVM και στις δύο φάσεις επιτυάνουν δε ακρίεια 81.9 % στην ανανώριση υποκειμε-
νικότητας και 81.3 % στην ανανώριση ποικότητας ενώ ς άση αναφοράς ερούνται
τα μονοράμματα με ακρίεια 72.4 % και 79.1 % αντίστοια στις δύο φάσεις. Παρα-
τηρούν ότι τα μέτα-αρακτηριστικά είναι πιο σημαντικά στη φάση προσδιορισμού της
ποικότητας ενώ τα αρακτηριστικά σύνταξης κατά την φάση ανανώρισης της υπο-
κειμενικότητας. Οι συραφείς καταήουν στο συμπέρασμα ότι επειδή ρησιμοποιούν
μια πιο αφηρημένη αναπαράσταση τν δεδομένν και όι μεμονμένους όρους του, η
προσέισή τους εμφανίζει μεαύτερη ανοή στο όρυο και μεροηψία (bias) του συ-
νόου εκπαίδευσης σε σέση με άες μεόδους ενώ εμφανίζει καύτερη συμπεριφορά
ς προς την ικανότητας ενίκευσης όταν ρησιμοποιούνται σετικά ία εκπαιδευτικά
πρότυπα.

Οι Bermingham & Smeaton (2010) [6] εξετάζουν την επίδραση του μικρού μή-
κους τν tweets στις συνήεις τενικές επιεπόμενης μάησης. Συέουν tweets
από τα δέκα πιο δημοφιή έματα (trending) σε πέντε κατηορίες (ψυαία, προϊό-
ντα & υπηρεσίες, αητικά, επικαιρότητα και εταιρείες) δημιουρώντας ένα σύνοο από
ειροκίνητα κατηοριοποιημένα πρότυπα (1.410 ετικά, 1.040 αρνητικά και 2.597 ουδέ-
τερα tweets). Κατά την προεπεξερασία τν δεδομένν αντικαιστούν τα ονόματα ρη-
στών, υπερσυνδέσμους και hashtags με προκατασκευασμένες έξεις-κειδιά. Ως αρα-
κτηριστικά αναπαράστασης του κειμένου ρησιμοποιούνται μονοράμματα, διράμματα,
τριράμματα, POS tags και POS ν-ράμματα. Συκρίνουν τα αποτεέσματα κατηο-
ριοποίησης από την εφαρμοή της μεόδου σε tweets, κριτικές ταινιών και αναρτήσεις
ιστοοίν. Παρατηρούν ότι ο Naive Bayes εμφανίζει υψηότερα ποσοστά ακρίειας σε
σέση με τα Support Vector Machines στη περίπτση τν tweets αά όι σε μεα-
ύτερου μήκους κείμενα (κριτικές και αναρτήσεις ιστοοίν). Χρησιμοποιώντας Naive
Bayes και μονοράμματα επιτυάνουν ακρίεια 74.85 % στο πρόημα της δυαδικής
κατηοριοποίησης και 61.3 % στο ενικότερο πρόημα τν τριών κάσεν. Η ρήση
ν-ραμμάτν και POS tags ετιώνει την ακρίεια μόνο στην περίπτση τν μεάν
κειμένν ενώ τα POS ν-ράμματα, η επίυση συννύμν (stemming) και η αφαίρεση
κοινών έξεν (stopwording) δεν οδηούν σε καύτερα αποτεέσματα. Συμπεραίνουν
ότι η ανάυση συναισήματος σε κείμενα μικρού μήκους όπς τα tweets είναι εν ένει
πιο εύκοο πρόημα.

Οι Bifet & Frank (2010) [7] ασοούνται με την ανάυση συναισήματος σε μεάη
ροή δεδομένν (data stream) από το Twitter. Προτείνουν ένα Kappa στατιστικό δείκτη
κυιόμενου παραύρου ια να αξιοοήσουν την επίδοση κατηοριοποίησης σε ρονο-
μεταητές ροές δεδομένν. Χρησιμοποιούν το σύνοο δεδομένν (dataset) Stanford
Twitter Sentiment τν Go et al. [14] και το Edinburgh Twitter Corpus τν Petrovic
et al. [35], ρησιμοποιώντας τα emoticons ς δείκτες αυτόματης ταξινόμησης (noisy
labels). Κατά την προεπεξερασία τν δεδομένν, αντικαιστούν τα ονόματα ρηστών
και τους υπερσυνδέσμους με κατάηες έξεις-κειδιά ενώ ς αρακτηριστικά ρησιμο-
ποιούν μόνο τα μονοράμματα. Παράηα με την αξιοόηση μέσ του προτεινόμενου
δείκτη, αναφέρουν ς καύτερα αποτεέσματα ια το πρόημα της δυαδικής ταξινόμη-
σης 82.45 % στο πρώτο dataset με ρήση Naive Bayes και 86.26 % στο δεύτερο σύνοο
tweets με ρήση Στοαστικής Κίσης Καόδου (Stochastic Gradient Descent - SGD).
Παρατηρούν πς οι Naive Bayes και SGD παρουσιάζουν παρόμοια ποσοστά ακρίειας σε
αντίεση με τα δένδρα Hoeffing τα οποία υστερούν συστηματικά. Επομένς, συνιστούν
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να αποφεύονται ενικά ταξινομητές - δένδρα στην περίπτση μεάης ροής δεδομένν
και προτείνουν έναντι τη ρήση SGD καώς προσαρμόζονται καύτερα στις ααές
με τη πάροδο του ρόνου και παράηα οι ααές στα άρη τν αρακτηριστικών
μπορούν να ρησιμοποιηούν ια να παρακοουούνται ααές στο συναίσημα και
απόψεις ύρ από συκεκριμένα έματα.

Οι Davidov et al. (2010) [9] ταξινομούν αυτόματα το σύνοο δεδομένν τν O’Con-
nor et al. [29] ρησιμοποιώντας ς δείκτες κατηοριοποίησης (noisy labels) 50 hashtags
και 15 emoticons. Το σύνοο αρακτηριστικών περιαμάνει : έξεις, ν-ράμματα (2-5),
μήκος του κάε tweet, πήος σημείν στίξης, αυμαστικών, ερτηματικών, εισα-
ικών, κεφααίν ραμμάτν και έξεν καώς και την ύπαρξη έξεν με υψηή συ-
νότητα εμφάνισης. Εφαρμόζοντας μία τενική παρόμοια με αυτή τν k-Κοντινότερν
Γειτόνν (k-Nearest Neighbours - kNN) επιτυάνουν έτιστη ακρίεια στο μέσο αρ-
μονικό δείκτη F1 = 0.86 στην περίπτση τν emoticons και F1 = 0.8 στην περίπτση
τν hashtags ια τη δυαδική εκδοή του προήματος μέσ 10-πης σταυρτής επι-
κύρσης (10-fold cross-validation). Στο ενικότερο πρόημα τν τριών κάσεν, η
επίδοση ήταν αισητά αμηότερη (0.64 και 0.31 αντίστοια). Παράηα, προτείνουν
δύο διαφορετικές μεόδους ια την αυτόματη ανίνευση της επικάυψης συναισήματος
και τν αηεξαρτήσεν ανάμεσα στις έξεις του κειμένου. Παρατηρούν ότι οι έξεις,
τα σημεία στίξης και τα εκφραστικά μοτία είναι τα πιο σημαντικά αρακτηριστικά ενώ
τα ν-ράμματα οδηούν σε οριακή ετίση.

Σε αντίεση με τις περισσότερες μεέτες, οι Agarwal et al. (2011) [1] δεν περιορί-
ζουν τη συοή tweets μόνο σε αυτά της αικής ώσσας μέσ του Twitter API
αά ρησιμοποιούν την υπηρεσία Google Translate ια μετάφρασή τους. Δημιουρούν
ένα σύνοο από 8753 ειροκίνητα ταξινομημένα tweets στις τρεις κατηορίες (ετικά,
αρνητικά, ουδέτερα) αφού πρώτα διέραψαν όσα περιείαν άη ό μετάφρασης. Για
την αξιοόηση τν μεόδν τους, δημιουρούν ένα ισοζυισμένο σύνοο δεδομένν
περιαμάνοντας 1709 πρότυπα από κάε κατηορία, 5127 tweets συνοικά. Προτείνουν
δύο νέες τενικές στο στάδιο της προεπεξερασίας : δημιουρούν ένα εξικό emoticons
το οποίο περιέει 170 emoticons όπς καταράφονται στη Wikipedia ρισμένα σε πέ-
ντε κατηορίες ανάοα με το συναίσημα που εκφράζουν (υπεροικά ετικό, ετικό,
ουδέτερο, αρνητικό, υπεροικά αρνητικό) και κατασκευάζουν ένα εξικό με τη μετά-
φραση 5184 ακρνύμιν . Έπειτα, αντικαιστούν τα emoticons με την συναισηματική
ποικότητα στο εξικό ,τα ακρνύμια με την κανονική τους μορφή καώς και τα ονόματα
ρηστών, τους υπερσυνδέσμους, τα hashtags και τις αρνήσεις με νστές έξεις-κειδιά
και περιορίζουν τους επιμηκυμένους αρακτήρες σε δύο π.. το coooooooool σε coool.
Αρκετά από τα αρακτηριστικά που ρησιμοποιούν ασίζονται στη πρότερη ποικό-
τητα τν έξεν την οποία προσδιορίζουν ρησιμοποιώντας το Dictionary of Affect
in Language (DAL) [53] και το επεκτείνουν με συνώνυμα από το WordNet [10]. Στο
σύνοο τν αρακτηριστικών περιαμάνονται το πήος, η συνότητα και το ποσο-
στό τν έξεν, άρρν (stopwords), αικών έξεν, σημείν στίξης, αυμαστικών,
tags, αρνήσεν και κεφααίν τα οποία υποοίζονται ια όο και ια το τεευταίο τρίτο
του tweet. Συκρίνουν πέντε διαφορετικά μοντέα τα οποία στηρίζονται στα Support
Vector Machines (SVM) και έτουν ς άση αναφοράς τα μονοράμματα. Παρατηρούν
ότι ταξινομητές οι οποίοι στηρίζονται μόνο σε αφηρημένα σσικά αρακτηριστικά
αποδίδουν εξίσου καά με τα μονοράμματα τα οποία ρησιμοποιούν πού περισσότερα
αρακτηριστικά. Στο πρόημα της δυαδικής κατηοριοποίησης επιτυάνουν έτιστη
ακρίεια 75.39 % με μοντέο που συνδυάζει μονοράμματα και αφηρημένα σσικά
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αρακτηριστικά. Στο πρόημα τν τριών κάσεν το μοντέο με τα καύτερα ποσο-
στά ακρίειας (60.83 %) συνδυάζει αφηρημένα σσικά αρακτηριστικά μαζί με μία
ειδική δενδρική αναπαράσταση του κάε όρου σε SVM με partial tree kernel [26]. Πα-
ρατηρούν ότι τα αφηρημένα σσικά αρακτηριστικά με τη περισσότερη πηροφορία
είναι εκείνα τα οποία συνδυάζουν την πρότερη ποικότητα τν έξεν μαζί με τα POS
tags. Καταήουν στο συμπέρασμα ότι η ανάυση συναισήματος σε δεδομένα από το
Twitter δε διαφέρει από την ανάυση συναισήματος σε άα είδη κείμενου.

Οι Jiang et al. (2011) [18] εξετάζουν την ανάυση συναισήματος σε συκεκριμένα
έματα στόους (target-dependent) εφαρμόζοντας μία τενική τριών σταδίν. Όμοια
με τους Barbosa και Feng [5], πρώτα ταξινομούν τα tweets σε υποκειμενικά και αντι-
κειμενικά και στη συνέεια (2η φάση) τα υποκειμενικά tweets σε ετικά και αρνητικά
ρησιμοποιώντας δύο ξεριστούς ταξινομητές Support Vector Machines (SVM) με
ραμμική συνάρτηση πυρήνα. Υποστηρίζουν ότι συνήεις τενικές ([5, 14]) δεν επαρ-
κούν καώς όα τα αρακτηριστικά είναι ανεξάρτητα του στόου. Στο τρίτο στάδιο
προτείνουν μία μέοδο η οποία ασίζεται σε ράφους με σκοπό να αυξήσουν την ακρί-
εια : εξετάζουν το ευρύτερο εννοιοοικό παίσιο που τοποετείται το κάε tweet
μέσ τν συσετιζόμενν με αυτό tweets όπς retweets, tweets που περιέουν την ίδια
οντότητα-στόο και προέρονται από τον ίδιο ρήστη καώς και τις πιανές απαντήσεις
από ή στο εκάστοτε tweet. Μέσ του Twitter API συέουν tweets που περιέουν
5 δημοφιείς οντότητες : Obama, Google, iPad, Lakers, Lady Gaga και τα ταξινομούν
ειροκίνητα στις 3 κατηορίες δημιουρώντας τεικά ένα σύνοο από 459 ετικά, 268
αρνητικά και 1212 ουδέτερα tweets. Κατά το στάδιο της προεπεξερασίας με τη οήεια
εξτερικών εραείν εφαρμόζουν τενικές κανονικοποίησης τν κειμένν (διόρση
απών οροραφικών αών και εμφατικής επιμήκυνσης έξεν), επίυσης συννύμν
(stemming), ραμματικής ανανώρισης (POS tagging) και συντακτικής ανάυσης έτσι
ώστε να κατασκευάσουν αρακτηριστικά ειδικά ια τις εξεταζόμενες οντότητες. Παρά-
ηα, υποοίζουν και αρακτηριστικά ανεξάρτητα του στόου μέσ μονοραμμάτν
και του εξικού General Inquirer 4. Τέος, επιύουν τις έμμεσες αναφορές αναζητώντας
τις Κ πιο ισυρά συσετιζόμενες με τους στόους έξεις και φράσεις μέσ του δείκτη
PMI (Pointwise Mutual Inforation). Παρατηρούν πς ο συνδυασμός τν αρακτηρι-
στικών ειδικών του στόου μαζί με άα αρακτηριστικά οδηεί σε καύτερη επίδοση
68.2 % ξεπερνώντας κατά 7.9 % την δική τους υοποίηση της εκδοής τν Barbosa και
Feng. Αναφέρουν ς πιανή αιτία το εονός ότι οι Barbosa και Feng ρησιμοποιούν
πιο αφηρημένα αρακτηριστικά ενώ η δική τους προσέιση στηρίζεται περισσότερο
σε εξιοικά αρακτηριστικά. Συμπεραίνουν πς τα αρακτηριστικά εξαρτώμενα από
τους στόους συντεούν καοριστικά ιδίς σε περιπτώσεις όπου το συναίσημα δεν
αναφέρεται στην πραματικότητα στην οντότητα-στόο.

Οι Kouloumpis et al. (2011) [20] ερευνούν την συμοή τν σσοοικών α-
ρακτηριστικών στην ανανώριση ποικότητας τν tweets. Χρησιμοποιούν δύο νστά
datasets και επιέουν διαφορετικό δείκτη αυτόματης κατηοριοποίησης (noisy labels)
ια κάε ένα. Εξετάζουν το Endinburgh Twitter Corpus τν Petrovic et al. [35] μέσ
hashtags ενδεικτικών του συναισήματος (π.. #imthankfulfor, #ihate, #news) και το
Stanford Twitter Sentiment Corpus τν Go et al. [14] μέσ emoticons. Όμοια με τις
περισσότερες μεέτες, στο στάδιο της προεπεξερασίας αντικαιστούν τα ονόματα ρη-
στών, τους υπερσυνδέσμους και τα hashtags με κατάηες έξεις-κειδιά, τις συντομο-
ραφίες με την κανονικής τους μορφή και διορώνουν την οροραφία τν έξεν από

4 http://www.wjh.harvard.edu/~inquirer/
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εμφατική επιμήκυνση και ρήση κεφααίν ραμμάτν. Αφαιρούν επίσης κοινές έξεις
και άρρα (stopwording) και ανανρίζουν ραμματικά την κάε έξη (POS tagging).
Χρησιμοποιούν ένα αρκετά μεάο σύνοο αρακτηριστικών : μονοράμματα, διράμ-
ματα, τα πρώτα 1000 μονοράμματα και διράμματα με άση το κέρδος πηροφορία κατά
το δείκτη Chi-squared, τη πρότερη ποικότητα τν έξεν κατά το MPQA εξικό [54],
το πήος και ποσοστό τν κυριότερν POS tags και δυαδικά αρακτηριστικά μικροι-
στοοίν ια την ύπαρξη εξειδικευμένν όρν (hashtags, emoticons). Παρατηρούν
ότι η ρήση του ταξινομητή AdaBoost υπερτερεί τν Support Vector Machines (SVM)
έοντας έτιστη επίδοση 75% στο πρόημα τν τριών κάσεν με ρήση όν τν
αρακτηριστικών εκτός του πήους τν POS tags. Συμπεραίνουν ότι σε αντίεση με
τα αρακτηριστικά μικροιστοοίν που ήταν τα πιο ρήσιμα, τα POS tags οδηούν
σε μείση της ακρίειας και δεν είναι μάον κατάηα ια ρήση σε κείμενα από
μικροιστοόια.

Οι Saif et al. (2011) [41] μεετούν το πρόημα της αραιότητας τν δεδομένν ό
του μικρού μήκους τν μηνυμάτν του Twitter. Προτείνουν δύο διαφορετικές προσε-
ίσεις της σημασιοοικής εξομάυνσης (semantic smoothing) με σκοπό να εξάουν
σημασιοοικά κρυμμένες έννοιες από τα κείμενα και να τις ρησιμοποιήσουν ς επι-
πρόσετα αρακτηριστικά ια την εκπαίδευση τν ταξινομητών. Εξετάζουν ένα ισοζυ-
ισμένο υποσύνοο 60 ιιάδν tweets από το Standford Twitter Sentiment Corpus
τν Go et al. [14] μαζί με το σύνοο εξέτασης με 177 αρνητικά και 182 ετικά ειροκί-
νητα ταξινομημένα tweets. Για την εξαή τν εννοιών ρησιμοποιούν την υπηρεσία
AlchemyAPI5 όπου ανανρίζουν νστές οντότητες στα κείμενα τν tweets. Στη
πρώτη μέοδο (shallow semantic smoothing) οι έξεις αντικαίστανται με τις αντίστοι-
ες σημασιοοικές τους έννοιες ενώ στη δεύτερη (interpolation) το σσικό μοντέο
μονοράμματος παρεμάεται μαζί ένα παραικό μοντέο έξεν δοέντν τν ση-
μασιοοικών εννοιών στον ταξινομητή Naive Bayes. Παρατηρούν πς ενώ η πρώτη
μέοδος οδηεί σε μείση της ακρίειας κατά 5% σε σέση με ένα ταξινομητή Naive
Bayes με μόνο αρακτηριστικό τα μονοράμματα, η μέοδος της παρεμοής οδηεί
σε οριακή ετίση επιτυάνοντας ακρίεια 81.3% στη δυαδική κατηοριοποίηση. Οι
παραπάν προσείσεις ετιώνονται στo [42] όπου προστίεται προεπεξερασία κει-
μένου: αντικατάσταση ονομάτν ρηστών, υπερσυνδέσμν με έξεις-κειδιά, διόρση
της επιμήκυνσης φόν, αφαίρεση hashtags, emoticons, μονών αρακτήρν, ψηφίν
και άν μη αφαριμητικών αρακτήρν. Επεκτείνουν το αρικό σύνοο εξέτασης σε
100 tweets και επιτυάνουν ακρίεια 84% με ετιμένη έκδοση της μεόδου παρεμο-
ής. Στο [43] οι συραφείς εξετάζουν τις μεόδους σε δύο ακόμη σύνοα δεδομένν:
HealthCare Reform (HCR) [46] και Obama McCain Debate [45] με καύτερα ποσο-
στά ακρίειας 79% και 69,15% αντίστοια. Καταήουν στο συμπέρασμα ότι η τενική
της σημασιοοικής εξομάυνσης εμφανίζει καύτερα αποτεέσματα σε μεάα σύνοα
δεδομένν που περιέουν ποικίη εματοοία.

Οι Liu et al. (2012) [23] προτείνουν μία νέα προσέιση ια τη συνένση ειροκί-
νητα και αυτόματα μέσ noisy labels ταξινομημένν tweets ρησιμοποιώντας το σ-
σικό μοντέο ESLM (Emoticon Smoothed Language Model). Αρικά, εκπαιδεύουν ένα
σσικό μοντέο με ειροκίνητα ταξινομημένα πρότυπα από το Sanders Corpus6 (570
ετικά, 654 αρνητικά, 2503 ουδέτερα tweets). Στη συνέεια, μέσ του Twitter API
συέουν tweets που περιέουν emoticons με σκοπό να εξομαύνουν το σσικό

5 http://www.alchemyapi.com
6 http://www.sananalytics.com/lab/twitter-sentiment/
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μοντέο. Στο στάδιο της προεπεξερασίας αντικαιστούν ονόματα ρηστών, υπερσυν-
δέσμους και ψηφία με έξεις-κειδιά, διαράφουν κοινές έξεις (stopwording), αντικαι-
στούν συνώνυμα (stemming) και κεφααία με πεζά ράμματα ενώ διαράφουν retweets
και διπότυπα από το αρικό dataset. Επίσης, ξερίζουν υπερσυνδέσμους που ανα-
φέρονται σε εικόνες/video από τα υπόοιπα URLs. Παρατηρούν ότι το προτεινόμενο
μοντέο εμφανίζει πού καύτερη συμπεριφορά συκρινόμενο με ένα σσικό μοντέο
πήρς επιεπόμενο επιτυάνοντας ακρίεια 82.5% και 79.5% στην ανανώριση πο-
ικότητας και υποκειμενικότητας αντίστοια. Τονίζουν τη σημασία τν ειροκίνητα τα-
ξινομημένν tweets επισημαίνοντας την προσήκη τους ς κύριο όο ετίσης τν
αποτεεσμάτν.

Οι Mohammand et al. (2013) [24] ασοούνται με την ανάυση συναισήματος σε
επίπεδο μηνύματος και οντότητας σεδιάζοντας μία εκδοή ταξινομητή Support Vector
Machines (SVM) ια κάε επίπεδο ανάυσης. Εξετάζουν το πρόημα τν τριών κά-
σεν και αξιοοούν το μοντέο τους με δεδομένα από το διανισμό SemEval2013
[27], κατααμάνοντας την 1η έση και στα δύο υποπροήματα υποκειμενικότητας και
ποικότητας. Το σύνοο εκπαίδευση περιέει 3855 ετικά, 1624 αρνητικά και 4889 ουδέ-
τερα ειροκίνητα ταξινομημένα tweets. Κατά την προεπεξερασία τν δεδομένν, αντι-
καιστούν τα ονόματα ρηστών και τους υπερσυνδέσμους με κατάηες έξεις-κειδιά
και κατακερματίζουν το κείμενο στους επιμέρους όρους, τους οποίους στη συνέεια
ανανρίζουν ραμματικά (POS tagging). Κάε tweet αναπαρίσταται με ένα σύνοο α-
ρακτηριστικών : έξεις και αρακτήρες ν-ραμμάτν (3, 4, 5), πήος κεφααίν, POS
tags, hashtags, emoticons, αρνήσεν και σημείν στίξης καώς και εξικοραφικών
ιδιοτήτν που προσδιορίζονται με τη οήεια εξικών. Παρατηρούν ότι ένας ταξινομη-
τής Support Vector Machines (SVM) με όα τα παραπάν αρακτηριστικά εμφανίζει
πού καύτερη συμπεριφορά σε σέση με έναν από SVM ταξινομητή που ρησιμοποιεί
μόνο μονοράμματα : F-score 69.02% έναντι 39.61% ια το πρόημα της υποκειμενι-
κότητας και 88.93% έναντι 80.28% στο πρόημα της ποικότητας. Συμπεραίνουν πς
τα συναισηματικά αρακτηριστικά που προκύπτουν μέσ τν εξικών σε συνδυασμό
με τα ν-ράμματα συνεισφέρουν το περισσότερο κέρδος στην αύξηση της ακρίειας.

Οι Günther & Furrer (2013) [15] ρησιμοποιούν επίσης το SemEval2013 dataset
[27] αά μεετούν την ανάυση συναισήματος μόνο σε επίπεδο μηνύματος-πρότασης.
Κατά την προεπεξερασία τν δεδομένν, κανονικοποιούν τα κείμενα αντικαιστώντας
κεφααία με πεζά ράμματα, αφαιρώντας ψηφία και επανααμανόμενους αρακτήρες που
προσδίδουν έμφαση. Εκτός από την ύπαρξη ή απουσία κανονικοποιημένν και συνώνυ-
μν έξεν, στο διάνυσμα τν αρακτηριστικών περιαμάνονται η ρήση άρνησης, η
πρότερη ποικότητα κάε όρου μέσ του SentiWordNet καώς και η ύπαρξη/απουσία
του εκάστοτε όρου σε clusters με έξεις από το Twitter. Παρατηρούν ότι η κατα-
σκευή ενός ραμμικού μοντέου με συνάρτηση εκπαίδευσης Στοαστική Κίση Καό-
δου (Stochastic Gradient Descent) υπερτερεί έναντι άν μεόδν κατααμάνοντας
τη 2η έση στο διανισμό με F1 = 0.65 και τονίζουν ότι η επιοή ενός αορίμου
εκπαίδευσης είναι πιο σημαντική από την επιοή τν αρακτηριστικών αυξανόμενου
του πήους τν προτύπν εκπαίδευσης.

Οι Aston et al. (2014) [4] μεετούν την ανάυση συναισήματος σε ροή δεδομέ-
νν από το Twitter - όπου συνήεις τενικής μάησης δέσμης (batch learning) είναι
αναποτεεσματικές. Εξετάζουν εναακτικούς αορίμους μάησης με περιορισμούς
ς προς το ρόνο επεξερασίας και ρητικότητας διατηρώντας υψηά ποσοστά ακρί-
ειας. Ασοούνται με τα προήματα υποκειμενικότητας και ποικότητας ξεριστά,
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κατασκευάζοντας δύο εκδοές από το σύνοο Sanders Corpus6. Αναπαριστούν το κεί-
μενο μέσ ν-ραμμάτν αά παράηα επιτρέπουν την ύπαρξη ν-ραμμάτν διαφόρν
μεεών στο σύνοο αναπαράστασης - το οποίο αποκαούν 1-ν ράμματα. Ο αριμός
τν πιανών ν-ραμμάτν αυξάνεται εκετικά με την αύξηση του μεέους ν οπότε
ο υποοισμός όν τν πιανών αρακτηριστικών είναι πρακτικά ανέφικτος σε πε-
ριορισμένο ρόνο. Επιέουν, οιπόν, τα Ν πρώτα αρακτηριστικά ν-ραμμάτν όπς
προκύπτουν μέσ 6 διαφορετικών αορίμν αξιοόησης της περιεόμενης πηροφο-
ρίας (Chi-squared, Filtered Feature, Gain Ratio, Info Gain, OneR και Relief). Έπειτα,
εξετάζουν 3 εκδοές του ταξινομητή Perceptron (Simple, Best Learning Rate, Voted)
καώς και συνδυασμούς τους. Παρατηρούν ότι οι εκδοές Best Learning Rate και Voted
εμφανίζουν σταερά και όμοια αποτεέσματα με την πρώτη, στόσο, να απαιτεί πού
μεαύτερο ρόνο εκπαίδευσης. Συνδυάζοντας τις δύο αυτές τενικές επιτυάνουν
καύτερη ακρίεια και στα δύο προήματα με F-score 85% και 78% στην ανίνευση
υποκειμενικότητας και ποικότητας αντίστοια. Συμπεραίνουν πς δε συντεούν με τον
ίδιο αμό όα τα αρακτηριστικά στην κατηοριοποίηση καώς εξαιρώντας κάποια από
αυτά, μειώνεται ο ρόνος εκτέεσης ρίς όμς να επηρεάζεται αρνητικά η επίδοση του
ταξινομητή.

2.6.2 Ερασίες με ρήση Μη-Επιεπόμενης Μηανικής
Μάησης

Οι O’Connor et al. (2010) [29] εξετάζουν τη σύνδεση τν δημοσκοπήσεν με την
ανάυση συναισήματος σε tweets που αναφέρονται στον Πρόεδρο τν ΗΠΑ Barrack
Obama. Συέουν μέσ του TwitterAPI 1 δις tweets αναρτήηκαν στο διάστημα
2008 - 2009 ρίς να εέουν τα δημοραφικά αρακτηριστικά τν δημιουρών και
τη ώσσα ραφής. Κατηοριοποιούν κάε tweet μετρώντας αν περιέει περισσότερες
ετικές ή αρνητικές έξεις, αναζητώντας την ποικότητα του κάε όρου στο εξικό
συναισημάτν MPQA [54]. Παρατηρούν πς αν και πρόκειται ια μία απή μέοδο
ανίνευσης συναισήματος, επιτυάνει να συέξει το συνοικό συναίσημα της κοι-
νής νώμης και εμφανίζει υψηή συσέτιση με τα αποτεέσματα τν δημοσκοπήσεν
σε αμό μέρι και 80%. Συμπεραίνουν πς οι απαιτητικές και ρονοόρες τενικές
εξόρυξης της κοινής νώμης μέσ δημοσκοπήσεν μπορούν να ενισυούν και να συ-
μπηρούν από την ανάυση συναισήματος στον τεράστιο όκο εύκοα συέξιμν
δεδομένν από τα κοιννικά δίκτυα.

Οι Gayo-Avello et al. (2011) [11] ασοούνται επίσης με την εξόρυξη κοινής νώ-
μης σε έματα ποιτικής από tweets. Εξετάζουν την ικανότητα πρόεψης του τεικού
αποτεέσματος εκοικών αναμετρήσεν εφαρμόζοντας δημοφιείς τενικές σε tweets
από τις εκοές της Βουής τν Αντιπροσώπν τν ΗΠΑ το 2010. Στηρίζονται στη
μέοδο τν O’Connor et al.[29], ρησιμοποιούν το εξικό MPQA [54] και εισάουν κά-
ποιες τροποποιήσεις έτσι ώστε το συνοικό μοντέο να προσαρμόζεται στη φύση και τα
ιδιαίτερα αρακτηριστικά του κάε εκοικού συστήματος. Λαμάνουν υπόψη tweets τα
οποία περιέουν ονόματα υποψηφίν από αντίπαες παρατάξεις και δεν επιτρέπουν ένα
tweet να έει ταυτόρονα δύο αντίετες ποικότητες. Σε αντίεση με άες μεέτες, δεν
παρατηρούν άμεση συσέτιση με τα αποτεέσματα δημοσκοπήσεν, εμφανίζοντας μέσο
όρο σφάματος 7.6% εκτός του αποδεκτού ορίου 2-3%. Καταήουν στο συμπέρασμα
ότι η ακρίεια τν εξικών συναισήματος όταν εφαρμόζονται σε ποιτικές συζητήσεις
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είναι αρκετά αμηή και ς προσέιση ανεπαρκής και δηώνουν ότι απαιτούνται πιο εξε-
ιμένες τενικές ια να συάουμε τη δυναμική του ποιτικού όου στα κοιννικά
δίκτυα. Θερούν πς η αποτυία της ανάυσης συναισήματος μέσ εξικών είναι ς
ένα αμό αναμενόμενη καώς οι ακριείς δημοραφικές πηροφορίες τν ρηστών που
συζητούν ια τις εκοές είναι εάιστες, η φύση και ποιότητα τν online ποιτικών συ-
ζητήσεν αδιευκρίνιστη όπς επίσης και ο τρόπος με τον οποίο ομάδες με διαφορετικές
ιδεοοίες συμμετέουν και ασκούν επιρροή μέσ τν κοιννικών δικτύν.

Οι Thelwall et al. (2010) [49] προτείνουν ένα νέο αόριμο ασισμένο σε εξικό
συναισήματος τον οποίο αποκαούν SentiStrength ρησιμοποιώντας επίσης μη εξι-
κοραφικές σσοοικές πηροφορίες και κανόνες. Εκτός από την ποικότητα κάε
κειμένου (ετικό/αρνητικό) υποοίζουν και την αντίστοιη ισύ του συναισήματος
με εύρος τιμών 1 ές 5. Αρικά, ρησιμοποιούν ένα σύνοο από 2600 σόια από το
MySpace και κατασκευάζουν μία ίστα με 298 ετικούς και 465 αρνητικούς όρους τα-
ξινομημένους ς προς την ποικότητά τους μαζί με την αντίστοιη ισύ τους. Έπειτα,
επεκτείνουν το μοντέο με ίστες από emoticons, όρους άρνησης, έξεις που αυξάνουν
ή μειώνουν τη ισύ του συναισήματος τν συμφραζόμενν όρν (booster words).
Παράηα, στο στάδιο της προεπεξερασίας, διορώνονται απά οροραφικά άη
και αντιμετπίζονται φαινόμενα εμφατικής επιμήκυνσης (επανααμανόμενα ράμματα,
φόοι και σημεία στίξης). Συκρίνοντας το μοντέο σε σέση με διάφορους ταξι-
νομητές επιεπόμενης μηανικής μάησης παρατηρούν ότι συμπεριφέρεται καύτερα
στην ανανώριση τν αρνητικών αά όι τν ετικών σοίν. Βετιμένη έκδοση
του αορίμου παρουσιάζεται στο [48] όπου οι συραφείς αυξάνουν τους όρους από
693 σε 2310, εισάουν μία ίστα με ιδιώματα καώς και την έννοια της ενίσυσης της
ποικότητας ό εμφατικής επιμήκυνσης. Συκρίνουν πάι το μοντέο με διαφορε-
τικούς αορίμους μάησης σε διαφορετικά σύνοα δεδομένν - και από το Twitter-
και παρατηρούν πς σε ενικές ραμμές εμφανίζει ικανοποιητικά ποσοστά ακρίειας και
μόνο ο ταξινομήτης Linear Regression υπερτερεί συστηματικά. Καταήουν ότι η ανά-
υση συναισήματος που ασίζεται σε εξικά συναισήματος και κανόνες έει σταερή
συμπεριφορά και είναι ανεξάρτητη του πεδίου εφαρμοής.

Οι Zhang et al. (2011) [56] προτείνουν ένα μοντέο ασισμένο σε κανόνες ια
την ανάυση συναισήματος σε επίπεδο οντότητας σε δεδομένα που συέουν από το
Twitter. Προεπεξεράζονται το σύνοο δεδομένν : διαράφουν διπότυπα, αφαιρούν
ονόματα ρηστών και υπερσυνδέσμους, αντικαιστούν συντομοραφίες με την κανο-
νική τους μορφή και ανανρίζουν ραμματικά τους επιμέρους όρους τν μηνυμάτν
(POS tagging). Έπειτα, υποοίζουν τη συναισηματική τιμή κάε όρου με άση την
ομοιότητά του με έξεις από το εξικό συναισημάτν και επιύουν τις απές αναφορές
αντιστοιίζοντας αντνυμίες με την πιο κοντινή οντότητα του κειμένου. Εφαρμόζοντας
το σύνοο κανόνν ο αόριμος διαρίζει τις προτάσεις σε δητικές, προστακτι-
κές και ερτηματικές ενώ παράηα μπορεί να ανανρίσει συκρίσεις, αρνήσεις και
αντιετικές περιόδους. Τονίζουν ότι αυτή η μέοδος εμφανίζει αρκετά καή ακρίεια
(precision) αά αμηή ανάκηση (recall). Εκπαιδεύουν, οιπόν, ένα δυαδικό ταξινο-
μητή Support Vector Machines (SVM) με πρότυπα που προκύπτουν από την παραπάν
μη-επιεπόμενη διαδικασία ο οποίος ταξινομεί τα tweets στις τεικές τους κατηορίες.
Παρατηρούν πς η προσήκη του ταξινομητή ετιώνει δραματικά την ανάκηση και
το F-score και παράηα ξεπερνά αρκετούς από τους state-of-the-art τενικές-σημεία
αναφοράς.

ΟιKumar & Sebastian (2012) [21] ασοούνται με την εξαή νώμης από tweets
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προτείνοντας μία μη επιεπόμενη υριδική μέοδο που συνδυάζει μεάα σώματα κει-
μένου (corpus) και εξικά ια να προσδιορίσει τον σημασιοοικό προσανατοισμό τν
όρν του κειμένου. Προτείνουν ένα τρόπο υποοισμού της τιμής του συναισήματος
ο οποίος εκτός από τις ποικότητες του εξικού αμάνει υπόψη και το πήος τν
emoticons, επανααμανόμενν ραμμάτν, αυμαστικών και κεφααίν, αρακτηρι-
στικά που ρησιμοποιούνται συνής από τις επιεπόμενες τενικές.

Οι Hu et al. (2013) [17] μεετούν τη μη-επιεπόμενη ανάυση συναισήματος στα
κοιννικά δίκτυα με τη οήεια “σημάτν συναισήματος” , δηαδή οποιαδήποτε πη-
ροφορία η οποία μπορεί να συσετισεί με συναισηματική ποικότητα. Εξετάζουν την
επίδραση τν emoticons και τν κοινών τους εμφανίσεν στην κατηοριοποίηση τν
δεδομένν από τα σύνοα Stanford Twitter Sentiment Corpus [14] και το Obama
McCain Debate Corpus [45]. Στο στάδιο της προεπεξερασίας αναπαριστούν τα κεί-
μενα μέσ μονοραμμάτν και επιέουν την εμφάνιση τν όρν (term presence) ς
αρακτηριστικό το οποίο σε συνδυασμό με το εξικό MPQA [54] ρησιμοποιούνται ια
να υποοίσουν τους δείκτες ένδειξης (indication) και συσέτισης (correlation) συναι-
σήματος τν tweets. Παρατηρούν ότι το μοντέο εμφανίζει καύτερη συμπεριφορά σε
σέση με άες μη-επιεπόμενες τενικές με έτιστη επίδοση 74.2% και 70.97% αντί-
στοια στα 2 σύνοα δεδομένν. Συμπεραίνουν πς η ρήση σημάτν συναισήματος
ετιώνει την ακρίεια με το δείκτη ένδειξης να έει τη μεαύτερη συνεισφορά.

Οι Ortega et al. (2013) [30] προτείνουν ένα μη-επιεπόμενο σύστημα ανάυσης
συναισήματος ια το πρόημα της ενικής κατηοριοποίησης τν tweets. Αρικά,
προεπεξεράζονται τα μηνύματα : κατακερματίζουν τις προτάσεις σε όρους, αφαιρούν
retweets, ονόματα ρηστών, υπερσυνδέσμους, τον αρακτήρα “#” από τα hashtags.
Έπειτα, αντικαιστούν τα emoticons με έξεις συναισήματος από ένα ειροκίνητα κα-
τασκευασμένο εξικό emoticons μέσ της Wikipedia και τις συντομοραφίες με την
πήρη μορφή τους και, τέος, αφαιρούν συνήεις έξεις, ημματοποιούν και ανανρί-
ζουν ραμματικά (POS tagging) τους όρους του κειμένου. Στη συνέεια, υποοίζουν
τη συναισηματική ποικότητα κάε έξης αμάνοντας υπόψη και το ευρύτερο εν-
νοιοοικό παίσιο στο οποίο εμφανίζεται, αποσαφηνίζοντας την έννοιά της μέσ του
WordNet και του SentiWordNet. Η τεική κατηοριοποίηση του κάε tweet πραμα-
τοποιείται μέσ ενός μοντέου κανόνν. Εξετάζουν την ακρίεια του συστήματος σε
δεδομένα από το διανισμό SemEval2013 [27] όπου κατααμάνουν τη 25η έση με
επίδοση F1=51.17%. Τονίζουν πς τα αποτεέσματα είναι αρκετά ικανοποιητικά δεδο-
μένης της δυσκοίας του προήματος και του εονότος ότι δε ρησιμοποιούν κανένα
σύνοο εκπαίδευσης, είναι μία κααρά μη επιεπόμενη προσέιση.

Οι Saif et al. (2014) [40] παρουσιάζουν την μη-επιεπόμενη μέοδο SentiCircle
η οποία ασίζεται σε εξικό συναισήματος. Θερούν πς το συναίσημα ενός όρου
δεν είναι στατικό αά εξαρτάται από το εννοιοοικό παίσιο στο οποίο ανήκει κα-
ώς και από τα συμφραζόμενα. Προτείνουν, οιπόν, το δείκτη TDOC (Term Degree
of Correlation) ια να υποοίσουν τη σέση ανάμεσα σε μία έξη w και τους συμ-
φραζόμενους όρους ciμε την ίδια σημασιοοική ροιά. Έπειτα, αναπαριστούν τη έξη
w και τους όρους ci σε ποικό σύστημα συντεταμένν με κέντρο τη έξη w , ακτίνα
τον δείκτη TDOC και νία την πρότερη ποικότητα κάε όρου όπς προσδιορίζεται
από εξικό συναισήματος. Αξιοποιώντας τις τρινομετρικές ιδιότητες της αναπαρά-
στασης υποοίζουν τον συναισηματικό προσανατοισμό και την ισύ της έξης w.
Εξετάζουν 3 διαφορετικά σύνοα δεδομένν: Stanford Twitter Sentiment Corpus [14],
Obama McCain Debate Corpus και Health Care Reform και παρατηρούν ότι η μέο-
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δος SentiCircle συνανίζεται την state-of-the-art μέοδο SentiStrength έοντας μέση
ακρίεια 72.39% έναντι 71.7%.
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3
Ανάυση Συναισήματος με Γράφους
ν-ραμμάτν

Όπς έινε εμφανές από την ανασκόπηση της σετικής ιιοραφίας, οι περισσότε-
ρες μέοδοι που εφαρμόζονται στην Ανάυση Συναισήματος ανινεύουν εκφραστικά
μοτία σε συκεκριμένες ώσσες με αποτέεσμα να μην είναι αποτεεσματικές σε
πουσσικά σύνοα δεδομένν. Για το όο αυτό, στην παρούσα ερασία επιέ-
ουμε να ρησιμοποιήσουμε την προσέιση τν Aisοpos et al. [3] ια την Ανάυση
Συναισήματος σε δεδομένα από το Twitter με τη οήεια ράφν ν-ραμμάτν. Στις
υπόοιπες Ενότητες αναύεται η εν ό μέοδος και ίνεται μία σύντομη παρουσίαση
τν αορίμν Μηανικής Μάησης που α ρησιμοποιηούν.

3.1 Αναπαράσταση Δεδομένν

3.1.1 Βασικές Έννοιες & Ορισμοί

Στην περιοή της Επεξερασίας Φυσικής Γώσσας, η ρήση ν-ραμμάτν είναι ευρύ-
τατα διαδεδομένη με εφαρμοές στη διόρση οροραφικών αών, στο φιτράρισμα
ανεπιύμητης αηοραφίας (spam) και την ανίνευση οοκοπής. Ένα ν-ράμμα εί-
ναι ένα - διατεταμένο συνής - σύνοο έξεν ή αρακτήρν που αποτεούνται από n
στοιεία (έξεις ή αρακτήρες). Στην Ανάυση Συναισήματος τα ν-ράμματα ρησιμο-
ποιούνται συνής ς σσικό μοντέο ια την εξαή τν τιμών του διανύσματος
αρακτηριστικών.

Παράδειμα 3.1.1. Παραδείματα ν-ραμμάτν από την πρόταση : test texts
Μονοράμματα Λέξεν : test, texts
Διράμματα Χαρακτήρν : te, es, st, t_,_t, te, ex, xt, ts
3-ράμματα Χαρακτήρν : tes, est, st_,t _t, _te, tex, ext, xts

Πιο αυστηρά, το ν-ράμμα αρακτήρν ενός κειμένου ορίζεται ς :

Ορισμός 3.1.1. Εάν n > 0, n ∈ Z, και ci είναι ο i-ιοστός αρακτήρας της ακο-
ουίας αρακτήρν μήκους l T l = (c1, c2, . . . , cl) τότε ένα ν-ράμμα αρακτήρν
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Sn = (S1, S2, . . . , Sl) είναι μία υπακοουία μήκους l του T l ⇐⇒ ∃i ∈ [i, l − n + 1] :
∀j ∈ [1, n] : Sj = Ci+j−1. Θα ράφουμε ένα ν-ράμμα που επεκτείνεται από τον αρα-
κτήρα ci ές και τον ck , k > i ς Si,k ενώ τα ν-ράμματα μήκους n α απεικονίζονται
ς Sn.

Ένα ν-ράμμα Si,i+n−1 είναι ουσιαστικά μία υποσυμοοσειρά μήκους n η οποία επε-
κτείνεται από το i-ιοστό μέρι τον (i−n+1)-στό αρακτήρα του αρικού κειμένου. Το
μήκος n ενός ν-ράμματος ονομάζεται και βαθμός του ν-ράμματος.
Ένας ράφος ν-ραμμάτν είναι ένας ράφος G =

{
V G, EG, L,W

}
όπου V G είναι το

σύνοο τν κορυφών, EG είναι το σύνοο τν ακμών, L είναι μία συνάρτηση που αποδί-
δει μία τιμή - επισημείση σε κάε κορυφή και σε κάε ακμή και W είναι μία συνάρτηση
που αποδίδει τιμή - άρος σε κάε ακμή. Ο ράφος έει ν-ράμματα ς κορυφές vG ∈ V G

και οι ακμές eG ∈ EG που συνδέουν τα ν-ράμματα υποδηώνουν την εύτητα τν
αντίστοιν κορυφών τν ν-ραμμάτν. Τα άρη τν ακμών προκύπτουν είτε από την
απόσταση μεταξύ δύο ειτονικών ν-ραμμάτν ή από το ποσοστό συνύπαρξης τους στο
αρικό κείμενο μέσα σε ένα συκεκριμένο εύρος - παράυρο. Η έννοια της απόστασης
και του μήκους του παραύρου αάζει ανάοα αν ρησιμοποιούμε ν-ράμματα αρα-
κτήρν ή έξεν. Η συνάρτηση επισημείσης L ια τις ακμές εκρεί σε κάε ακμή τη
συνένση τν επισημειώσεν τν αντίστοιν κορυφών.
Πιο αυστηρά, ένας ράφος ν-ραμμάτν ενός κειμένου ορίζεται ς :
Ορισμός 3.1.2. Εαν S = S1, S2, . . ., Sk ̸= Sl, ια k ̸= l, k, n ∈ N είναι το σύνοο
τν διακριτών ν-ραμμάτν ενός κειμένου T l και Si είναι το i-ιστό ν-ράμμα τότε G ={
V G, EG, L,W

}
είναι ο ράφος όπου V G = S είναι το σύνοο τν κορυφών v, EG

είναι το σύνοο τν ακμών e της μορφής e = {v1, v2}, L : V G → L είναι μία συνάρτηση
εκώρησης επισημείσης l(v) από ένα σύνοο πιανών επισημειώσεν L σε κάε κορυφή
v και W : EG → R είναι μία συνάρτηση ανάεσης άρους w(e) σε κάε ακμή.

Στο Σήμα 3.1 απεικονίζεται ο ράφος τριραμμάτν αρακτήρν ια τη φράση “test
texts”. Παρατηρούμε πς αποτυπώνεται περισσότερη πηροφορία σε σέση με την απει-
κόνιση τριραμμάτν αρακτήρν της ίδιας φράσης στο Παράδειμα 3.1.1.
Στη συκεκριμένη προσέιση, τα άρη τν ακμών υποοίζονται σύμφνα με το πή-
ος τν φορών όπου ένα δοέν ζεύος ν-ραμμάτν Si, Sj τυαίνει να ειτνιάζει μέσα
σε μία συμοοακοουία εντός της μεταξύ τους απόστασης Dwin, υποδηώνοντας την
εύτητα τν δύο ν-ραμμάτν.
Γενικά, ρησιμοποιείται ένα σταερού μήκους παράυρο αρακτήρν ή έξεν Dwin

ύρ από ένα συκεκριμένο ν-ράμμα S0 ≡ Sr, r ∈ N∗ με όους τους αρακτήρες
ή έξεις να ερούνται είτονες του S0. Επομένς, έει ιδιαίτερη σημασία να επιεεί
κατάηο μήκος παραύρου καώς “δεν είναι όες οι αποστάσεις το ίδιο σημαντικές και
επομένς δύο ν-ράμματα σε απόσταση 150 αρακτήρν δεν έουν μάον ουσιαστική
σύνδεση και εξάρτηση.”[12]. Παράηα, καοριστικό ρόο έει και ο τρόπος με τον
οποίο υποοίζεται η ειτνίαση δύο ν-ραμμάτν αμάνοντας υπόψη : (i) μόνο τους
προηούμενους αρακτήρες του S0 κατά την κύιση του παραύρου Dwin στο κείμενο
(ασύμμετρη προσέιση), (ii) και τους επόμενους αρακτήρες (συμμετρική προσέιση)
και (iii) και τους επόμενους αρακτήρες αά και την πραματική απόσταση μεταξύ
του S0 και του εκάστοτε ν-ράμματος Si ( κανονικοποιημένη κατά Gauss συμμετρική
προσέιση).
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Σήμα 3.1: Πάραδειμα Γράφου 3-ραμμάτν

3.1.2 Αναπαράσταση Δεδομένν με Γράφους
ν-ραμμάτν

Σε αυτή την Ενότητα παρουσιάζεται η εφαρμοή της μεόδου αναπαράστασης μέσ
ράφν ν-ραμμάτν ια την ανάυση συναισήματος σε δεδομένα από το κοιννικό
δίκτυο Twitter. Η περιραφή και τα συμπεράσματα προέρονται από τους Aisopos et
al. (2011) στο [3].

Σύμφνα με το μοντέο ράφν ν-ραμμάτν, κάε tweet ti αναπαρίσταται με ένα ράφο
ν-ραμμάτν - ο οποίος ονομάζεται γράφος μηνύματος (tweet graph). Για την κατασκευή
του ράφου ρησιμοποιείται ένα κυιόμενο παράυρο Dwin μήκους όπου το αρικό κεί-
μενο του tweet αναύεται σε επικαυπτόμενες συμοοακοουίες μήκους (ν-ράμματα
αρακτήρν). Μία ακμή eGti ∈ EGti που συνδέει ένα ζεύος ν-ραμμάτν υποδηώνει
ότι αυτές οι συμοοακοουίες ειτνιάζουν στο αρικό κείμενο σε απόσταση το πού
ν αρακτήρν.

Το μοντέο ράφν ν-ραμμάτν μπορεί να ρησιμοποιηεί και ια να αναπαραστή-
σουμε ομοιόμορφα ένα σύνοο από tweets που εμφανίζουν το ίδιο συναίσημα. Κάε
κάση ποικότητας απεικονίζεται με ένα ράφο GTP

ο οποίος αναπαριστά τα tweets του
συνόου εκπαίδευσης από τα οποία έει δημιουρηεί. Η κατασκευή του ράφου κά-
σης ασίζεται στη λειτουργικότητα ενημέρωσης (update functionality) : Δοέντος ενός
συνόου από tweets με την ίδια ποικότητα TP , o γράφος κλάσης δημιουρείται από
έναν αρικά κενό ράφο GTP

. Το i-στο tweet ti ∈ T P μετασηματίζεται σε έναν ράφο
μηνύματος Gti ο οποίος στη συνέεια συνεύεται με τον GTP

δημιουρώντας έναν
νέο ράφο Gu ς αποτέεσμα της ένσης τν κορυφών και ακμών τν δύο αρικών
ράφν. Τα άρη τν ακμών ισούνται με το μέσο όρο τν αρών τν Gti και GTP

. Πιο
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αυστηρά, ο νέος ράφος Gu έει τις εξής ιδιότητες :

Gu = {V u, Eu,W u
i } όπου V u = V GTP ∪ V Gti , Eu = EGTP ∪ EGti και

W ui = WGTP (e) +
WGti(e) −WGTP (e)

i
(3.1)

Όπς εξηείται στο [13], η διαίρεση με i εξασφαίζει ότι το αροιζόμενο άρος συκί-
νει στη μέση τιμή τν αντίστοιν αρών τν ακμών ανάμεσα σε όους τους ράφους
μηνύματος Gti έτσι ώστε η ενημέρση να είναι ανεξάρτητη της σειράς με την οποία
συνεύονται τα tweets. Μετά τη συώνευση όν τν tweets του TP στο ράφο
GTP

, οι ακμές EGTP αποτυπώνουν τα πιο αρακτηριστικά εκφραστικά μοτία που εμ-
φανίζουν τα μηνύματα της εκάστοτε κάσης όπς επανααμανόμενες και ειτονικές
συμοοακοουίες,ειδικοί αρακτήρες και ψηφία.

Για να εκτιμήσουμε την ομοιότητα μεταξύ ενός ράφου μηνύματος Gti και ενός ράφου
κάσης EGTP ρησιμοποιούνται τρεις διαφορετικοί δείκτες - μετρικές ομοιότητας [12] :

(i) Ομοιότητα Συνοής (Containment Similarity - CS) : εκφράζει το ποσοστό τν
ακμών του ράφου Gti οι οποίες περιέονται και στο ράφο GTP

. Αν G είναι ένας
ράφος ν-ραμμάτν και e μία ακμή ενός ράφου ν-ραμμάτν τότε ορίζουμε τη
συνάρτηση µ όπου µ(e,G) = 1 αν και μόνο αν e ∈ G και 0 αιώς. Συνεπώς,

CS(Gti , GTP
) =

∑
e∈Gti

µ(e,GTP
)

min(|Gti|, |GTP
|)

όπου |G| δηώνει το μέεος του ράφου ν-ραμμάτν, δηαδή το πήος τν
ακμών που περιέει |G| ≡ |EG|.

(ii) Ομοιότητα Τιμής (Value Similarity - VS) : εκφράζει το πήος τν ακμών του
ράφου Gti οι οποίες περιέονται και στο ράφο GTP

αμάνοντας υπόψη και τα
άρη τους. Κάε κοινή ακμή e έει άρη wti(e) και wTP (e) στους ράφους Gti

και GTP
συνεισφέροντας V R(e)

max(|Gti |,|GTP
|) στο δείκτη VS. Ο όρος VR (Value Ratio)

είναι ένας συμμετρικός συντεεστής κίμακας V R : [0, 1] → [0, 1] με τύπο :

V R(e) =
min(wti(e), wTP (e))

max(wti(e), wTP (e))

οπότε η Ομοιότητα Τιμής υποοίζεται από τη σέση :

V S(Gti , GTP
) =

  
∑

e∈Gti

min(wti (e),wTP (e))

max(wti (e),wTP (e))

max(|Gti|, |GTP
|)

Ο δείκτης VS συκίνει στο 1 ια ράφους Gti και GTP
που μοιράζονται ακμές

και παρόμοια άρη με τη τιμή VS = 1 να δηώνει το τέειο ταίριασμα μεταξύ τν
δύο συκρινόμενν ράφν.
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(iii) Κανονικοποιημένη Ομοιότητα Τιμής (Normalized Value Similarity - NVS) : απο-
συνδέει το δείκτη Ομοιότητας Τιμής VS από την επίδραση του μεέους του μεα-
ύτερου ράφου διαιρώντας με το δείκτη Ομοιότητας Μεέους (Size Similarity
- SS) οπότε :

V S(Gti , GTP
) =

V S(Gti , GTP
)

SS(Gti , GTP
)

όπου

SS(Gti , GTP
) =

min(|Gti|, |GTP
|)

max(|Gti|, |GTP
|)

Η κατηοριοποίηση ενός tweet ti περιαμάνει την εξής διαδικασία (Σήμα 3.2) : ο
ράφος μηνύματος Gti συκρίνεται με τους ράφους GTneg,GTpos και GTneut προσδιο-
ρίζεται η εύτητά του με κάε μία κάση. Προκύπτουν, οιπόν, 3 δείκτες ομοιότητας
(CS, V S,NV S) ανά κάση οι οποίοι αποτεούν το διάνυσμα αρακτηριστικών που δο-
εί στη συνέεια ς είσοδος στον ταξινομητή. Εξετάζοντας τα 9 αρακτηριστικά, ο
ταξινομητής α επιέξει την πιο πιανή κατηορία που ανήκει το tweet.

................
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Σήμα 3.2: Διαδικασία υποοισμού διανύσματος αρακτηριστικών με το μοντέο
ράφν ν-ραμμάτν

Οι Aisopos et al. [2] επιέουν να ρησιμοποιήσουν ράφους ν-ραμμάτν με αρακτή-
ρες και όι έξεις καώς η εξαή τν έξεν απαιτεί τη ρήση τενικών εξειδικευ-
μένν ια συκεκριμένες ώσσες με αποτέεσμα να αίρεται η σσική ανεξαρτησία
της προσέισης. Παράηα, οι μέοδοι που στηρίζονται στην εξαή όρν και κα-
τασκευή διανύσματος αρακτηριστικών εμφανίζουν αμηή αποτεεσματικότητα σε δε-
δομένα από κοιννικά δίκτυα ό της πουσσίας αά και αμηή αποδοτικότητα
εξαιτίας της “κατάρας της διαστατικότητας” (curse of dimensionality) που πήττει τα
συκεκριμένα μοντέα αναπαράστασης. Ποές φορές όροι με την ίδια σημασία αά
διαφορετική συντακτική μορφή ανανρίζονται από τις μεόδους εσφαμένα ς ξε-
ριστές έννοιες - φαινόμενο νστό με τον όρο συννυμία - με αποτέεσμα το μέεος
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του διανύσματος αρακτηριστικών να αυξάνεται δραματικά. Επομένς, ο ώρος τν
αρακτηριστικών εξαρτάται άμεσα από την ποικιομορφία του εξιοίου τν tweets
επηρεάζοντας αρνητικά την ρονική και ρική πουποκότητα τν αορίμν και
το απαιτούμενο υποοιστικό κόστος. Αντίετα, στο μοντέο ράφν ν-ραμμάτν το
πήος τν αρακτηριστικών εξαρτάται μόνο από τον αριμό τν κάσεν κατηοριο-
ποίησης.

3.2 Αόριμοι Κατηοριοποίησης

Η κατηοριοποίηση δεδομένν είναι μία διαδικασία δύο φάσεν με στόο την πρόεψη
της μεταητής κάσης y με δυνατές τιμές c1, c2, · · · , ck ρησιμοποιώντας ένα σύνοο
αρακτηριστικών x = {x1, x2, . . . , xn}. Στηρίζεται στη διαδικασία της μάησης κατά την
οποία ένας ταξινομητής ανάοα με τον αόριμο μάησης που εφαρμόζει, κατασκευά-
ζει μία συνάρτηση κατηοριοποίησης h : X → Y από m εκπαιδευτικά πρότυπα (σύνοο
εκπαίδευσης) τα οποία ρίσκονται στη μορφή (x(i), y(i)), i = 1, 2, · · · ,m όπου yi η
κάση που ανήκει το κάε πρότυπα. Έπειτα, στη φάση της κατηοριοποίησης, ο ταξι-
νομητής αποφασίζει ια την πιο πιανή κάση yp τν νέν, άνστν δεδομένν μέσ
της συνάρτησης h. Παρατηρούμε, οιπόν, πς η επίδοση ενός ταξινομητή είναι άμεσα
συνδεδεμένη με τον αόριμο μάησης που ρησιμοποιεί κατά τη φάση της εκπαίδευ-
σης.

..Εκπαιδετικά
Πρότυπα

.

Αόριμος
Μάησης

.

h

.

x

.

yp

..

Σήμα 3.3: Διαδικασία Κατηοριοποίησης

Στις επόμενες υποενότητες παρουσιάζονται συνοπτικά τα ασικά στοιεία και ιδιότητες
τν διαφορετικών αορίμν μάησης που α ρησιμοποιηούν στην ερασία.

3.2.1 Δένδρα Αποφάσεν

Ένα δένδρο απόφασης είναι ένας ταξινομητής που αναπαρίσταται μέσ δενδρικής μορ-
φής. Κάε εστερικός κόμος του δένδρου αντιστοιεί σε μία κατάσταση που διαρίζει
τα δεδομένα σε διαφορετικές ομάδες ανάοα με κάποιο συκεκριμένο αρακτηριστικό.
Κάε καδί του δένδρου αναπαριστά μία υποομάδα δεδομένν η οποία εξαρτάται από τον
κόμο - ονέα. Οι κόμοι-φύα αντιστοιούν σε μία συκεκριμένη κάση που προ-
κύπτει από τις τιμές τν αρακτηριστικών ακοουώντας το μονοπάτι από την κορυφή
του δένδρου μέρι το κόμο-φύο.

Τα δένδρα κατασκευάζονται με αναδρομικές διασπάσεις τν υποσυνόν τν δεδομέ-
νν ανάοα με την επιοή τν αρακτηριστικών και τις συνήκες εέου. Υπάρουν
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Σήμα 3.4: Παράδειμα Δένδρου Αποφάσεν.

αρκετοί αόριμοι μηανικής μάησης που εξάουν δένδρα αποφάσεν από δεδομένα
π.. ID3, C4.5 και CART επιέοντας αρακτηριστικά μέσ μίας συνάρτησης αξιοό-
ησης. Συνής ρησιμοποιείται το Κέρδος Πηροφορίας (Information Gain) το οποίο
ασίζεται στην Εντροπία Πηροφορίας (Information Entropy).

Ορισμός 3.2.1. Έστσαν δένδρο απόφασης Ttree, c το πήος τν κάσεν της
μεταητής y και S το σύνοο τν δεδομένν εκπαίδευσης στον κόμο διαρισμού.
Η εντροπία του S υποοίζεται από τη σέση:

E(S) = −
c∑

i=1

P (y = ci|S) · log2P (y = ci|S)

όπου P (y = ci|S) είναι το ποσοστό τν προτύπν του S που ανήκουν στην κατηορία
ci.

Η εντροπία δείνει την ομοενότητα της μεταητής κάσης y στο ώρο S. Αν ο S
αντιστοιεί στη ρίζα του δένδρου τότε η εντροπία υποοίζεται ια όο το σύνοο
δεδομένν.

Ορισμός 3.2.2. Έστσαν δένδρο απόφασης Ttree, S το σύνοο τν δεδομένν εκ-
παίδευσης στον κόμο διαρισμού και μία ανεξάρτητη μεταητή με τιμές V alues(A)
άσει της οποίας επιειρείται ο επόμενος διαρισμός. Το κέρδος πηροφορίας αναπα-
ριστά τη μείση της εντροπίας του συνόου εκπαίδευσης S αν επιεεί ς παράμετρος
διαρισμού η μεταητή και ορίζεται από τη σέση:

G(S,A) = E(S)−
∑
u

|Su|
|S|

· E(Su)

όπου E(S) είναι η εντροπία πηροφορίας του υπό εξέταση κόμου, u μία από τις δυ-
νατές τιμές του A, Su το πήος τν δεδομένν με A = u και E(Su) είναι η εντροπία
πηροφορίας του υπό εξέταση κόμου ς προς την τιμή A = u.

43



Όταν μειώνεται η εντροπία πηροφορίας, αυξάνεται η πυκνότητα πηροφορίας και η
περιραφή ίνεται πιο συμπαής.

Τα δένδρα αποφάσεν απαιτούν ίη προεπεξερασία δεδομένν, μπορούν να διαειρι-
στούν μεάα σύνοα δεδομένν σε σύντομο ρόνο και ενικά αποτεούν ένα ρήορο
ταξινομητή “ανοικτού τύπου” (white box model) καώς είναι εμφανή τα αρακτηριστικά
στα οποία δίνεται η μεαύτερη αρύτητα και το τεικό αποτέεσμα είναι επαηεύσιμο.

Ωστόσο, η κατασκευή του έτιστου δένδρου αποφάσεν ερείται NP-Complete πρό-
ημα με αποτέεσμα οι αόριμοι μάησης εφαρμόζουν ευριστικές μεόδους π.. ο
ID3 στηρίζεται στο κριτήριο της άπηστης επιοής όπου υποοίζονται τοπικά έτι-
στες αποφάσεις σε κάε κόμο ρίς να ευώνται ια την εξαή του οικά έτιστου
δένδρου απόφασης. Επιπέον, εμφανίζουν μέτρια συμπεριφορά ς προς την ευστάεια
καώς αρκετές φορές μικρές διακυμάνσεις στα δεδομένα οδηούν σε πού διαφορετικά
δένδρα αποφάσεν.

3.2.2 Λοιστική Παινδρόμηση

Η Λοιστική Παινδρόμηση (Logistic Regression) ταξινομεί τα δεδομένα υποοίζοντας
ια κάε μία από τις δυνατές κάσεις την εκ τν υστέρν (posteriori) πιανότητα το
δεδομένο εισόδου να ανήκει στην εκάστοτε κάση ci δοέντος του διανύσματος αρα-
κτηριστικών x και επιέει ς αναμενόμενη κάση yp εκείνη με τη μέιστη πιανότητα.
Για τον υποοισμό της πιανότητας που αντιστοιεί σε κάε κάση pci εφαρμόζει στα
δεδομένα εκπαίδευσης ένα ραμμικό μοντέο f(x,w) όπου w το διάνυσμα συντεεστών
ξεριστό ια κάε κάση. Ωστόσο, η πιανότητα pci εξ’ ορισμού έει πεδίο τιμών το
[0, 1] ενώ οι ραμμικές συναρτήσεις είναι μη φραμένες. Επομένς, ια να αντιστοιί-
ζουμε την pci σε μη φραμένο πεδίο ρησιμοποιούμε τον οιστικό μετασηματισμό:

logit(pci) = log
pci

1− pci

Στην περίπτση τν 2 κάσεν, οι πιανότητες pc1 και pc2 είναι συμπηρματικές καώς
pc1 + pc2 = 1 οπότε προκύπτει :

logit(pci(x)) = log
pci(x)

1− pci(x)
= β0 + w1x1 + w2x2 + · · ·+ wnxn = β0 +w · x

όπου β0 ένας αμτός όρος.

Επιύοντας ς προς pci(x) αμάνουμε :

pci(x) =
1

1 + e(1−(β0+w·x))

Το σύνορο απόφασης που διαρίζει τις δύο κάσεις προκύπτει από τη ύση της
β0 + w1x1 + w2x2 + · · · + wnxn = β0 + w · x = 0 και δεν απαιτείται ξεριστό διά-
νυσμα συντεεστών και αμτός όρος ια την δεύτερη κάση. Ο αμτός όρος β0

και το διάνυσμα συντεεστών w προσδιορίζονται αναζητώντας τις τιμές εκείνες που
μειστοποιούν την πιανότητα στο σύνοο εκπαίδευσης.
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Στην περίπτση όπου οι κάσεις είναι περισσότερες από δύο, έστ k > 2 τότε προ-
κύπτει η Πουνυμική Λοιστική Παινδρόμηση (Multinomial Logistic Regression ή
Μaximum Εntropy). Για κάε κάση c ∈ Ck απαιτείται ξεριστός αμτός όρος β

(c)
0

και αντίστοιο διάνυσμα συντεεστών w(c) και οι υπό συνήκη πιανότητες υποοίζο-
νται από τη σέση :

P (y = c|x̄ = x) = e(β
(c)
0 +w(c)·x)∑

c e
(β

(c)
0 +w(c)·x)

3.2.3 Naive Bayes

Ο Naive Bayes είναι ένας πιανοτικός ταξινομητής ο οποίος ρησιμοποιεί το Θεώρημα
του Bayes ια να υποοίσει την εκ τν υστέρν (posteriori) πιανότητα P (y|x) ια
κάε κάση c ∈ Ck δοέντος του διανύσματος αρακτηριστικών :

P (y|x) = P (x|y) · P (y)

P (x)

Όμοια με την περίπτση της Λοιστικής Παινδρόμησης, η αναμενόμενη κάση yp =
ci είναι εκείνη με τη έτιστη πιανότητα P (y = ci|x). Ωστόσο, ο Naive Bayes δεν
υποοίζει απευείας την εκ τν υστέρν πιανότητα αά ασίζεται στην πιανότητα
P (x|y). H πιανότητα αυτή - νστή ς likelihood - αναφέρεται στο πόσο πιανό είναι
να παραεί ένα δεδομένο με διάνυσμα αρακτηριστικών x ερώντας δεδομένη την
κάση y στην οποία ανήκει.

Από τη Σέση παρατηρούμε ότι η πιανότητα P (x είναι ανεξάρτητη της μεταητής y
και σταερή ια όες τις κάσεις. Συνεπώς, η εκ τν υστέρν πιανότητα προκύπτει :

P (y|x) ∝ P (x|y) · P (y)

Η πιανότητα εμφάνισης κάε κάσης P (y) μπορεί να υποοιστεί από το σύνοο δεδο-
μένν. Ωστόσο, η P (x|y) εξαρτάται από τη συνδυασμένη κατανομή πιανότητα τν x και
y και ο υποοισμός της είναι ιδιαίτερα απαιτητικός ακόμη σε μικρά σύνοα δεδομένν
καώς το x είναι μία πουδιάστατη τυαία μεταητή.

Ο ταξινομητής Naive Bayes κάνει την παραδοή ότι κάε ζεύος μεταητών (xi, xj),
i ̸= j είναι ανεξάρτητες μεταξύ τους δοείσης της κάσης y οπότε : P (xi|xj, y) = P (xi|y)
ια κάε ζεύος i, j ∈ [1, n]. Εφαρμόζοντας τον κανόνα της αυσίδας σε συνδυασμό με
την παραπάν παραδοή προκύπτει ότι :

P (x|y) = P (x1, · · · , xn|y) =
n∏

i=1

P (xi|y)

Επομένς, ρησιμοποιώντας το παραπάν μοντέο η εκ τν υστέρν πιανότητα υπο-
οίζεται ς :

P (y|x) ∝ P (y) ·
n∏

i=1

P (xi|y) = P (y) · · · · · P (x1|y) · P (xn|y)
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και η αναμενόμενη κάση yp προσδιορίζεται από τη σέση :

yp = classify(f) = argmax
c

P (y = c) ·
n∏

i=1

P (xi = fi|y = c)

Ο Naive Bayes αναφέρεται ενικά στην υπό συνήκη ανεξαρτησία τν μεταητών -
αρακτηριστικών xi αφήνοντας απροσδιόριστη την κατανομή πιανότητά τους. Αν ε-
ρήσουμε πς κάε αρακτηριστικό xi ακοουεί πουνυμική κατανομή τότε προκύπτει
ο Πουνυμικός Naive Bayes (Multinomial Νaive Bayes) όπου :

P (x|y) = (
∑

i xi)!

(
∏

i xi)!
·

n∏
i=1

p
(xi)
i

3.2.4 Πουεπίπεδο Perceptron

Τα Τενητά Νευρνικά Δίκτυα είναι μαηματικά μοντέα επεξερασίας δεδομένν που
αποτεούνται από ένα πήος τενητών νευρώνν ορανμένν σε δομές παρόμοιες
με αυτές τν ιοοικών νευρνικών δικτύν όπς ο ανρώπινος εκέφαος. Ένας
από τους πιο διαδεδομένους τύπους τενητών νευρνικών δικτύν είναι τo πουεπί-
πεδο νευρνικό δίκτυο εμπρόσιας τροφοδότησης (multilayer feed- forward network)
ή πουεπίπεδο perceptron (multilayer perceptron). Στο μοντέο αυτό οι τενητοί νευ-
ρώνες είναι ορανμένοι σε μία σειρά από στρώματα ή επίπεδα (layers). Το πρώτο από
αυτά τα επίπεδα ονομάζεται επίπεδο εισόδου (input layer) και ρησιμοποιείται ια την
εισαή τν δεδομένν. Τα στοιεία του δεν είναι ουσιαστικά νευρώνες ιατί δεν
εκτεούν κάποιο υποοισμό. Στη συνέεια, μπορεί να ακοουούν, προαιρετικά, ένα
ή περισσότερα ενδιάμεσα ή κρυφά επίπεδα (hidden layers), ενώ στο τέος υπάρει το
επίπεδο εξόδου(output layer). Το νευρνικό δίκτυο ονομάζεται εμπρόσιας τροφοδότη-
σης διότι επιτρέπονται συνδέσεις μόνο μεταξύ νευρώνν διαδοικών στρμάτν οπότε
η ροή πηροφορίας είναι πρόσιας πηροφορίας. Παράηα, είναι πήρς συνδεδεμένα
καώς κάε νευρώνας σε ένα επίπεδο συνδέεται με όους τους νευρώνες του επόμενου
επιπέδου.
Οι McCulloch and Pitts (1943) πρότειναν την ιδέα ενός τενητού νευρώνα j ο οποίος
υποοίζει μία συνάρτηση g ς σταμισμένο άροισμα τν n εισόδν :

yi(x) = g(
n∑

i=0

wixi)

όπου (w0, w1, · · · , wn) είναι οι συντεεστές αρύτητας ή άρη που εφαρμόζονται στις
εισόδους (x0, x1, · · · , xn). Σε ένα πουεπίπεδο νευρνικό δίκτυο η έξοδος yi δημιουρ-
εί μέρος της εισόδου που α δοεί στους τους νευρώνες του επόμενου επιπέδου. Η
συνάρτηση ενεροποίησης g είναι συνής μία από τις παρακάτ :

• ηματική συνάρτηση (step function) : ανάοα με την τιμή του αροίσματος και
την παράμετρο κατφίου Tthres προκύπτει yj ∈ {0, 1}

• συνάρτηση προσήμου (sign function) : ανάοα με την τιμή του αροίσματος και
την παράμετρο κατφίου Tthres προκύπτει yj ∈ [−1, 1]
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• οιστική συνάρτηση (logistic function) : ανάοα με την τιμή του αροίσματος
και την μορφή της σιμοειδούς συνάρτησης hsig προκύπτει yj ∈ [0, 1]
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Σήμα 3.5: Πουεπίπεδο Perceptron εμπρόσιας τροφοδότησης με ένα κρύφο επίπεδο
και κόμους πόσης

Το πουεπίπεδο perceptron ταξινομεί τα δεδομένα υοποιώντας μία συνάρτηση μετα-
φοράς T η οποία συνδέει την είσοδο (διάνυσμα αρακτηριστικών) με την έξοδο (κάση
στην οποία ανήκει το εκάστοτε δεδομένο).

Κατά τη διάρκεια της εκπαίδευσης, μέσ της μεόδου οπισοδιάδοσης (backpropagation)
oι παράμετροι τν συναρτήσεν ενεροποίησης σε συνδυασμό με τους συντεεστές α-
ρύτητας τν νευρώνν αναπροσαρμόζονται επαναηπτικά έτσι ώστε να ετιστοποιηεί
η συνάρτηση μεταφοράς T . Για να αποποιηεί η διαδικασία μπορεί να προστεούν κόμ-
οι πόσης (bias nodes) με σταερή τιμή εξόδου 1 σε κάε επίπεδο πην της εξόδου
έτσι ώστε να αποπεεί η έξοδος από τις παραμέτρους τν συναρτήσεν ενεροποί-
ησης και η αναπροσαρμοή του δικτύου να εξαρτάται μόνο από την ενημέρση τν
συντεεστών αρύτητας.

Η έξοδος του ταξινομητή προκύπτει στο στάδιο εκτέεσης όπου οι τιμές του διανύσμα-
τος αρακτηριστικών διαδίδονται από το επίπεδο εισόδου σε όο το υπόοιπο δίκτυο.
Αποδεικνύεται πς ένα νευρνικό δίκτυο εμπρόσιας τροφοδότησης με ένα κρυφό επί-
πεδο μπορεί να προσείσει οποιαδήποτε μη ραμμική συνάρτηση.

3.2.5 Μηανές Διανυσμάτν Υποστήριξης

Οι Μηανές Διανυσμάτν Υποστήριξης (Support Vector Machines - SVMs) είναι μη-
πιανοτικοί ραμμικοί δυαδικοί ταξινομητές. Προτάηκαν το 1992 από τους Vapnik et
al. ς μία νέα μέοδος μάησης, παρόο που η ενικότερη ιδέα στην οποία στηρίζονται
είε προταεί από τη δεκατία ’60. Συνδυάζουν στοιεία από τη Θερία Στατιστικής
Μάησης και τα Νευρνικά Δίκτυα τύπου Perceptron.
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Έστ σύνοο εκπαίδευσης D με n πρότυπα της μορφής D = {(xi, yi)|xi ∈ Rp , yi ∈
{−1, 1}}, i ∈ [1, n] όπου xi το διάνυσμα αρακτηριστικών p-διαστάσεν του δείματος
i και yi η κάση στην οποία ανήκει (−1 ή 1). Μία Μηανή Διανυσμάτν Υποστήριξης
προσπαεί να προσδιορίσει το έτιστο υπερεπίπεδο (hyperplane) w · x − b = 0 όπου
w το κάετο διάνυσμα του υπερεπιπέδου το οποίο ορίζεται από τον ώρο αρακτηριστι-
κών Rp. Το έτιστο υπερεπίπεδο είναι αυτό που μειστοποιεί την απόσταση μεταξύ
τν αρνητικών και ετικών δειμάτν του συνόου εκπαίδευσης (maximum margin
hypersurface).
Η διαδικασία μάησης ενός SVM μπορεί να μοντεοποιηεί ς πρόημα ετιστοποίη-
σης : αν τα δεδομένα είναι ραμμικά διαρίσιμα τότε τα δύο υπερεπίπεδα περιράφονται
από τις σέσεις w · x− b = 1 και w · x− b = −1 οπότε η μεταξύ τους απόσταση είναι
2

∥w∥ . Επομένς, ια να προσδιορίσουμε το έτιστο υπερεπίπεδο α πρέπει να εαιστο-
ποιήσουμε το ∥w∥.

..

w ·
x+

b =
0

.

w ·
x+

b =
1

.

w ·
x+

b =
−1

.

2∥w∥

.
b∥w∥

.

w

Σήμα 3.6: Μηανή Διανυσμάτν Υποστήριξης ια δεδομένα δύο κάσεν

Προσέτοντας περιορισμούς έτσι ώστε να μην απεικονίζονται δεδομένα στο διάστημα
μεταξύ τν υπερεπιπέδν, το πρόημα ετιστοποίησης αμάνει την εξής μορφή με
τη οήεια τν ποαπασιαστών Lagrange λi :

L(w, b, λ1, · · · , λn) =
1

2
∥w∥2 −

n∑
i=1

λi[yi(w · x− b)− 1]

H αντικειμενική συνάρτηση L πρέπει να εαιστοποιηεί ς προς τα w και b και να
μειστοποιηεί ς προς τα λi. Δηαδή :

argmin
w,b

max
λ≥0

L

Εφαρμόζοντας τις Συνήκες Karush‐Kuhn‐Tucker το έτιστο υπερεπίπεδο προκύπτει
από τη σέση :

g∗(x) = w · x+ b =
n∑

i=1

λiyixi · x+ b

Μία Μηανή Διανυσμάτν υποστήριξης μπορεί να ταξινομεί περιπτώσεις που είναι παρό-
μοιες αά όι πανομοιότυπες με κάποιο πρότυπο εκπαίδευσης. Το αποτέεσμα εξόδου
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είναι τεικά μία αριμητική τιμή στο διάστημα [−1, 1] και όι κάποια πιανότητα όπς
σε άους ταξινομητές.

Για το ενικότερο πρόημα της κατηοριοποίησης δεδομένν σε περισσότερες από δύο
κάσεις έει προταεί η κατασκευή ενός συνόου δυαδικών ταξινομητών SVM με δύο
εκδοές :

(i) one-versus-all : κάε ταξινομητής διαρίζει ανάμεσα σε μία κάση και όες τις
υπόοιπες. Η τεική κάση είναι αυτή με το μεαύτερη τιμή εξόδου (winner-
takes-all strategy).

(ii) one-versus-one : κάε ταξινομητής διαρίζει ανάμεσα σε ένα ζεύος κάσεν. Για
την κατηοριοποίηση τν δεδομένν, πραματοποιείται μία διαδικασία ψηφοφορίας
όπου κάε ταξινομητής αντιστοιεί το εκάστοτε δεδομένο εισόδου σε μία από τις
δύο κάσεις και η κάση με τις περισσότερες ψήφος αναδεικνύεται νικήτρια (max-
wins voting strategy).

Το ασικότερο πεονέκτημα τν SVMs έναντι τν νευρνικών δικτύν τύπου Per-
ceptron είναι ότι μπορούν και παράουν πιο σύνετες υπερεπιφάνειες, ενσματώνοντας
μετασηματισμούς και συνδυασμούς τν αρικών μεταητών ανάοα με το πρόημα
και ξεπερνούν προήματα όπς τα τοπικά εάιστα και η διασπορά τν ύσεν στο
ώρο αναζήτησης. Για το σκοπό αυτό, ρησιμοποιούν ένα πεπερασμένο αριμό υποσυ-
νόν του συνόου εκπαίδευσης (τα διανύσματα υποστήριξης) καώς και συναρτήσεις
πυρήνα (kernel functions) προκειμένου να μετασηματίσουν τον αρικό ώρο υποέ-
σεν και να ρουν τη έτιστη μη ραμμική υπερεπιφάνεια που εαιστοποιεί το σφάμα
αναζήτησης.[57]

3.2.6 k-Κοντινότεροι Γείτονες

Ο ταξινομήτης k-Κοντινότερν Γειτόνν (k-Nearest Neighbors - k-NN) ανήκει στην
κατηορία αορίμν μάησης κατά περίπτση (instance-based learning). Σε αντίεση
με τις μεόδους που αναφέρηκαν ς τώρα και οι οποίες μετασηματίζουν τα πρότυπα
εκπαίδευσης σε συμπαή, στη μάηση κατά περίπτση τα δεδομένα διατηρούνται αυτού-
σια. Όταν ένα σύστημα κηεί να αποφασίσει ια την κατηορία ενός νέου δεδομένου
εισόδου, εξετάζει εκείνη τη στιμή τη σέση του με τα ήδη αποηκευμένα παραδείματα.
Η μέοδος αναάει τη μάηση ές ότου εμφανιστεί νέο στιμιότυπο και ια το όο
αυτό ονομάζεται οκνηρή μάηση (lazy learning) σε αντίεση με τις υπόοιπες οι οποίες
αρακτηρίζονται ς πρόυμες μέοδοι μάησης (eager learners) καώς κατασκευάζουν
άμεσα το μοντέο από το σύνοο εκπαίδευσης ρίς να περιμένουν ια την άφιξη μίας
νέας περίπτσης. [57]

Στον αόριμο k-Κοντινότερν Γειτόνν ίνεται η παραδοή ότι τα διάφορα πρότυπα
μπορεί να αναπαρασταούν ς σημεία σε κάποιο n-διάστατο Ευκείδειο ώρο Rn όπου
n ο το πήος τν αρακτηριστικών εισόδου. Κάε νέο στιμιότυπο τοποετείται στο
ώρο αυτό ς νέο σημείο και η κάση στην οποία ανήκει προσδιορίζεται σύμφνα με
την πειοψηφία τν αποφάσεν τν k πησιέστερν σημείν που προέρονται από τα
πρότυπα εκπαίδευσης D. Οι κοντινότεροι είτονες ενός στιμιότυπου υποοίζονται με
συνής με άση την Ευκείδεια απόστασή τους.
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Σήμα 3.7: Προσδιορισμός κατηορίας με άση τον 1 και τους 5 κοντινότερους εί-
τονες

Η απόσταση ενός νέου στιμιότυπου x̂ με σύνοο αρακτηριστικών {a1(x̂), a2(x̂), · · · , an(x̂)}
και ενός αποηκευμένου πρότυπου x με αντίστοιο σύνοο αρακτηριστικών {a1(x), a2(x),
· · · , an(x), y(x)} είναι το άροισμα τν Ευκείδειν αποστάσεν όν τν αρακτηρι-
στικών τν δύο σημείν του ώρου Rn :

dist(x̂, x) =

√√√√ n∑
i=1

(ai(x)− ai(x̂))2

Στο Σήμα 3.7 όπου αναπαρίστανται πρότυπα δύο κάσεν, το νέο στιμιότυπο αρα-
κτηρίζεται ς ετικό αν ηφεί υπόψη μόνο ο πησιέστερος είτονας και ς αρνητική αν
ηφούν υπόψη οι πέντε πησιέστεροι είτονες καώς η πειοψηφία αυτών έει αρνητικό
αρακτηρισμό (εξτερικός κύκος). [57].
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4
Αξιοόηση

Στο κεφάαιο αυτό παρουσιάζονται τα αποτεέσματα της πειραματικής μεέτης που
πραματοποιήσαμε με κύριο στόο τη διερεύνηση της συμπεριφορά της μεόδου ρά-
φν ν-ραμμάτν σε ένα πουσσικό και πουεματικό περιάον,τη συματότητά
της με ασικούς αορίμους Μηανικής Μάησης και τέος την ανταπόκριση της σε
σειρά παρεμάσεν στα διάφορα στάδια της διαδικασίας. Στο παίσιο αυτό, εξετάζουμε
αορίμους που ανήκουν σε διαφορετικές κατηορίες μάησης και αναζητούμε τους
πέον κατάηους.

Συκεκριμένα, συκρίνουμε τους εξής αορίμους :

(i) C4.5

(ii) Λοιστική Παινδρόμηση

(iii) Naive Bayes

(iv) Naive Bayes Multinomial

(v) Μηανή Διανυσμάτν Υποστήριξης

(vi) Πουεπίπεδο Perceptron

(vii) k-Κοντινότεροι Γείτονες

4.1 Παράμετροι Αξιοόησης

Η αξιοόηση τν ταξινομητών πραματοποιείται ρησιμοποιώντας την πέον διαδεδο-
μένη μετρική απόδοσης , την ακρίεια κατηοριοποίησης α :

α =

∑
c∈C |σστά ταξινομημένα δεδομένα ς c|

|δεδομένα εξέτασης|

όπου C = {cneg, cpos, cneu} το σύνοο τν κατηοριών ποικότητας
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Επιπρόσετα, έοντας να μεετήσουμε τη διακριτική ικανότητα τν ταξινομητών ς
προς τις κατηορίες, εξετάζουμε επίσης τους δείκτες ακρίειας (precision) και ανάκη-
σης (recall) καώς και του αρμονικού τους μέσου όρου F1 που ορίζονται ς :

Precision =

∑
c∈C

|σστά ταξινομημένα δεδομένα ς c|
|δεδομένα που ταξινομήηκαν ς c|

|C|

Recall =

∑
c∈C

|σστά ταξινομημένα δεδομένα ς c|
|δεδομένα που ανήκουν στην κατηορία c|

|C|

F1 = 2 · Precision ·Recall

Precision+Recall

4.2 Σύστημα Αξιοόησης

Για την αξιοόηση τν αορίμν κατηοριοποίησης σεδιάστηκε και αναπτύηκε
Σύστημα Ανάυσης Συναισήματος στη ώσσα προραμματισμού Java, Έκδοση 1.7.55.
Η ειτουρία του συστήματος προϋποέτει τη διάσπαση του συνόου τν δεδομένν
σε τρία μη επικαυπτόμενα υποσύνοα : κατασκευής, μάησης και εξέτασης. Η ροή
εκτέεσης του συστήματος - όπς απεικονίζεται στο Σήμα 4.1 - περιαμάνει τα εξής
διαδοικά στάδια :
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.....
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.
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.

Διαδικασία Εξέτασης

.

WEKA

.

x̂

...

Σήμα 4.1: Λειτουρικότητες Εκπαίδευσης και Εξέτασης

(i) Κατασκευή Γράφν Κάσης : κατασκευάζονται οι ράφοι – από τα tweets της
αντίστοιης κάσης τν δεδομένν κατασκευής
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(ii) Εκπαίδευση Ταξινομητών : ια κάε tweet του συνόου μάησης δημιουρείται ο
ράφος μηνύματος ο οποίος στη συνέεια συκρίνεται με τους ράφους κάσης,
υποοίζονται οι δείκτες ομοιότητας και μαζί με την κάση στην οποία έει ταξι-
νομηεί το tweet ρησιμοποιούνται ς διάνυσμα εισόδου ια την εκπαίδευση τν
ταξινομητών .

(iii) Εξέταση Ταξινομητών : η διαδικασία υποοισμού τν δεικτών ομοιότητας επα-
νααμάνεται και ια κάε tweet του συνόου εξέτασης. Έπειτα, οι εκπαιδευμένοι
ταξινομητές άσει τν δεικτών ομοιότητας προέπουν την ποικότητα του μηνύ-
ματος.

Η πήρης ειτουρικότητα τν ράφν ν-ραμμάτν (κατασκευή ράφν και υποοι-
σμός τν δεικτών ομοιότητας) πραματοποιείται μέσ της ιιοήκης JInsect1. Για
την εφαρμοή τν αορίμν κατηοριοποίησης ρησιμοποιήηκε η ιιοήκη WEKA2

[55], Έκδοση 3.6.11. Με στόο την αξιοόηση της ενικής συμπεριφοράς του συστή-
ματος, εφαρμόστηκαν οι προκαορισμένες συνέσεις τν αορίμν κατηοριοποίησης,
ρίς καμία αναζήτηση έτιστν παραμέτρν (fine-tuning). Συκεκριμένα, ρησιμο-
ποιήηκαν οι εξής κάσεις ταξινομητών της ιιοήκης :

(i) J48 : η υοποίηση του αορίμου C4.5 με ενεροποιημένη τη ειτουρία καδέ-
ματος (pruning)

(ii) Logistic : η πουνυμική εκδοή της Λοιστικής Παινδρόμησης νστή και ς
Maximum Entropy

(iii) NaiveBayes : το μοντέο NaiveBayes ρίς τη δυνατότητα ενημέρσης

(iv) NaiveBayesMultinomial : η πουνυμική εκδοή του NaiveBayes

(v) MultilayerPerceptron : το μοντέο του Πουεπίπεδου Perceptron με αριμό
κρυφών επιπέδν 1

2
· (σύνοο αρακτηριστικών + σύνοο κάσεν) = 6 (προκα-

ορισμένη τιμή)

(vi) SMO : η υοποίηση της Μηανής Διανυσμάτν Υποστήριξης ρησιμοποιώντας πο-
υνυμική συνάρτηση πυρήνα PolyKernel και στρατηική 1-vs-1.

(vii) IBk : η υοποίηση του αορίμου k-Κοντινότερν Γειτόνν με k = 3

Όα τα πειράματα πραματοποιήηκαν σε μηάνημα με ειτουρικό σύστημα Linux
(Έκδοση Πυρήνα 3.13.0-27), επεξεραστή Intel i7 960 (4-cores) και μνήμη RAM 18
GB.

4.3 Οράνση Πειραμάτν

Οι αόριμοι κατηοριοποίησης αξιοοούνται με τη ρήση ενός συνόου δεδομένν
που απαρτίζεται από ειροκίνητα ταξινομημένα σύνοα δεδομένν διαέσιμα εεύερα

1 http://sourceforge.net/projects/jinsect/
2 http://www.cs.waikato.ac.nz/ml/weka/
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στην ερευνητική κοινότητα (Πίνακας 4.1) - αρκετά από τα οποία έουν ρησιμοποιηεί
σε σετικές ερασίες. Η μεέτη τν αορίμν ειδικά σε ειροκίνητα ταξινομημένα
δεδομένα υπήρξε από τους ασικούς στόους της ερασίας επεκτείνοντας την έρευνα
τν Aisopos et al. [3] και ακοουώντας παράηα τη ενικότερη τάση της ερευνητι-
κής περιοής. Η συκεκριμένη απαίτηση - αν και εξαείφει τους παράοντες τύης και
προκατάηψης τν αυτόματν μεόδν κατηοριοποίησης - περιορίζει σημαντικά τον
όκο τν εξεταζόμενν δεδομένν.
Λό της Ποιτικής Χρήσης και Προστασίας του Προσπικού Απορρήτου του Twitter,
δεν επιτρέπεται η δημοσίευση του περιεομένου (κειμένου) τν μηνυμάτν αά μόνο
τν ανανριστικών (tweetIDs) τν μηνυμάτν τα οποία μπορούν να ρησιμοποιηούν
ια να ανακτηεί το αρικό κείμενο μέσ του TwitterAPI. Ωστόσο, αρκετοί από τους
ρήστες - δημιουρούς τν μηνυμάτν επιέουν να διαράψουν ή να κειδώσουν το
οαριασμό τους με αποτέεσμα μέρος της συοής τν δεδομένν να μην είναι πέον
ανακτήσιμο.
Οι ασικές πηροφορίες ια τα σύνοα δεδομένν που ρησιμοποιήσαμε αυτούσια συ-
νοψίζονται στον Πίνακα 4.1.

Dataset Δημιουρός Γώσσα Πήος Θετικά Αρνητικά Ουδέτερα
Arabic Twitter Corpus (RRArabic)1 Refaee et al.[37] Αραικά 5821 767 1670 3384
HealthCare Reform (HCR)2 Speriosu et al.[46] Αικά 2392 541 1381 470
Obama-McCain Debate (OMD)2 Shamma et al.[45] Αικά 1904 709 1195 -

Multi-DaiLabor (MDL)3 Narr et al.[28]
Αικά 10594 2334 1486 6774
Γαικά 2155 500 481 1174

Γερμανικά 2637 496 334 1807
Πορτοαικά 2395 923 627 845

Manual Groundtruth (NTUA)4 Aisopos et al. Αικά 500 159 119 222
Sanders Twitter5 Sanders Αικά 3152 473 513 2166
SemEval-2014 Task 9 (SEM)6 Rosenthal et al.[38] Αικά 12838 4855 1986 5997
SentiTuites-PT 7 Moreira et al. Πορτοαικά 10075 1290 5413 3372
Sentiment Strength (SSTweet)8 Thelwall et al.[48] Αικά 4242 1252 1037 1953
Tromp MultiLingual (Tromp)9 Tromp [50] Αικά 12128 4885 3691 3552

Οανδικά 5086 1277 1601 2208
TASS 2013 Corpus (TASS)10 Villena et al.[52] Ισπανικά 45482 24589 18161 2732
Σύνοο 121401 45050 39695 36656

Πίνακας 4.1: Σύνοα ειροκίνητα ταξινομημένν δεδομένν

Για την ανάκτηση του περιεομένου σε σύνοα δεδομένν που δεν περιείαν το αρικό
κείμενο ρησιμοποιήηκε η ιιοήκη της JAVA twitter4j.
Όπς έει αναυεί στην Ενότητα 4.2, ια τη ειτουρία του συστήματος Ανάυσης
Συναισήματος απαιτείται η διάσπαση του συνόου δεδομένν σε δεδομένα κατασκευής,
μάησης και εξέτασης. Αξίζει να τονισεί ότι η επίδοση ενός συστήματος επιεπόμε-
νης μάησης στο σύνοο εξέτασης εξαρτάται άμεσα από την αντιπροσπευτικότητα τν

1 http://www.macs.hw.ac.uk/~eaar1/Eshrag%20Refaee
2 https://bitbucket.org/speriosu/updown/wiki/Home
3 http://data.dai-labor.de/corpus/sentiment/
4 https://github.com/dtz/NTUA-THESIS-Twitter-Sentiment-Analysis
5 http://www.sananalytics.com/lab/twitter-sentiment/
6 http://alt.qcri.org/semeval2014/task9/index.php?id=data-and-tools
7 http://dmir.inesc-id.pt/project/SentiTuites-PT_01_in_English
8 http://sentistrength.wlv.ac.uk/documentation/
9 http://www.win.tue.nl/~mpechen/projects/smm/

10 http://www.daedalus.es/TASS2013/corpus.php
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δεδομένν - στην περίπτσή μας κατασκευής και μάησης - που ρησιμοποιήηκαν κατά
τη διαδικασία της εκπαίδευσης. Επιέουμε, οιπόν, το διαρισμό τν δεδομένν κάε
επιμέρους συνόου με τυαία σειρά ποσοστιαία στα σύνοα κατασκευής, μάησης και
εξέτασης. Παρατηρούμε πς αν και στο τεικό υπερσύνοο δεδομένν οι κατηορίες πο-
ικότητας είναι σετικά ισοκατανεμημένες με ποσοστά 37.1% (ετικά) 32.7% (αρνητικά)
και 30.2% (ουδέτερα), στα περισσότερα σύνοα δεδομένν κυριαρεί μία συκεκριμένη
κατηορία (Σήμα 4.3). Επομένς, επεκτείνουμε τη διαδικασία διάσπασης στα σύνοα
κατασκευής, μάησης και εξέτασης επιέοντας ποσοστιαία ανά κατηορία ποικότητας
από κάε σύνοο δεδομένν.

...Διαρισμός σε
Ποικότητες

.Σύνοο
Δεδομένν

.

Θετικά

.Αρνητικά.

Ουδέτερα

.....
Διάσπαση

κατά ποσοστά
pb, ptr, pts

....

Δεδομένα
Κατασκευής

. Δεδομένα
Μάησης

.

Δεδομένα
Εξέτασης

...

Σήμα 4.2: Διαδικασία Διάσπασης Συνόου Δεδομένν.

Μέσ αυτής της διαδικασίας του Σήματος 4.2 κάε σύνοο δεδομένν συμμετέει ανα-
οικά σε κάε στάδιο ειτουρίας του συστήματος ενώ παράηα διατηρείται η κα-
τανομή της ποικότητας του συναισήματος και εξασφαίζεται η αντιπροσπευτικότητα
του συνόου εκπαίδευσης. Με τον τρόπο αυτό αποκείεται η περίπτση το σύστημα να
υπερ-εξειδικευτεί σε μία ώσσα ή κατηορία ποικότητας που δε συναντάται σε τόσο
μεάο αμό στο σύνοο εξέτασης.

4.4 Αποτεέσματα

4.4.1 Επιοή Ποσοστών Διάσπασης

Μία από τις κυριότερες αποφάσεις κατά τη διαδικασία αξιοόησης ενός μοντέου Επι-
επόμενης Μηανικής Μάησης είναι η επιοή της κατάηης αναοίας μεταξύ τν
συνόν εκπαίδευσης και εξέτασης. Για δεδομένο πήος προτύπν, ρησιμοποιώντας
ένα μεαύτερο σύνοο εξέτασης η εκτιμώμενη ακρίεια εμφανίζει μικρότερη διακύ-
μανση και προκύπτει μία πιο αξιόπιστη εικόνα της συμπεριφοράς του μοντέου ενώ με
τη ρήση ενός μεαύτερου συνόου εκπαίδευσης επιτυάνεται πιο αντιπροσπευτική
μάηση. Στην περίπτσή μας το σύνοο εκπαίδευσης απαρτίζεται από τα δεδομένα κα-
τασκευής και μάησης.

Για τον προσδιορισμό της έτιστης αναοίας ανάμεσα στα δεδομένα κατασκευής
(builset), μάησης (training set) και εξέτασης (test set) διερευνήηκαν διάφοροι συν-
δυασμοί τν ποσοστών διάσπασης. Στο Σήμα 4.4 απεικονίζεται ο μέσος όρος της
ακρίειας τν ταξινομητών στην καύτερη, μέση και ειρότερη περίπτση - όπς αυτές
προκύπτουν ρησιμοποιώντας μέεος ν-ράμματος n από 1 ές και 7 - ια τις διάφορες
εκδοές διάσπασης του συνόου τν δεδομένν.
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Σήμα 4.3: Kατανομή Κάσεν Ποικότητας ανά Υποσύνοο Δεδομένν

Παρατηρούμε πς σε σέση με άες μεόδους επιεπόμενης μάησης, το εξεταζόμενο
μοντέο Ανάυσης Συναισήματος εμφανίζει αρκετά ικανοποιητική συμπεριφορά όταν
ρησιμοποιείται πού μικρό σύνοο εκπαίδευσης π.. στην περίπτση του συνδυασμού
b0.5tr0.5ts99, με αναοία 1:99 σε πηυσμό 121401 tweets, επιτυάνει μέση ακρίεια
κατηοριοποίησης 45.9%,αυξημένη κατά 12% σε σέση με αυτή ενός τυαίου ταξινομητή
(33,33%).

Ωστόσο, διαπιστώνουμε ακόμη πς εκπαιδεύοντας το μοντέο με περισσότερα πρότυπα,
ετιώνεται η μέιστη ακρίεια - η οποία είναι και το ασικό αντικείμενο της έρευνας
- αά οδηούμαστε ρήορα σε κορεσμό : εξετάζοντας τις περιπτώσεις τν συνδυα-
σμών b30tr30tr40 ές και b45tr45ts10 παρατηρούμε πς η μέση τιμή της ακρίειας
τν ταξινομητών και στις τρεις περιπτώσεις - καύτερη, μέση, ειρότερη - κυμαίνεται
σε παρόμοια επίπεδα καώς το πήος τν δεδομένν εκπαίδευσης αυξάνεται και αντί-
στοια το πήος τν δεδομένν εξέτασης μειώνεται, σημειώνοντας έτιστη επίδοση
68% στην περίπτση b45tr45ts10. Συμπεραίνουμε, οιπόν, πς ια το συκεκριμένο
μέεος και εστερική διάρρση του συνόου, η μέοδος Ανάυσης Συναισήματος
με Γράφους ν-ραμμάτν δεν είναι ισυρά εξαρτώμενη από το πήος τν δεδομένν
εκπαίδευσης.

Στόος της ερασίας είναι η μεέτη και αξιοόηση του μοντέου όι σε ακραίες συν-
ήκες όπς π.. στις περιπτώσεις τν συνδυασμών b0.5tr0.5ts99 και b45tr45ts10 με
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Σήμα 4.4: Ακριεία Κατηοριοποίησης ανά συνδυασμό ποσοστών διάσπασης

ανάοα ποσοστά ακριείας αά σε κανονικές συνήκες ειτουρίας έτσι ώστε να εξα-
σφαίζεται η ευσταής συμπεριφορά του. Συνεπώς, στο υπόοιπο μέρος της ερασίας
εξετάζουμε την περίπτση του συνδυασμού b20tr30ts50 όπου επιτυάνεται επαρκής
αντιστάμιση ανάμεσα στην ακρίεια κατηοριοποίησης και στο μέεος του συνόου
εξέτασης.

4.4.2 Επιοή Μεέους ν-ράμματος

Όπς αναφέρεται στο [3], ένας ράφος ν-ραμμάτν αρακτηρίζεται από τρεις παραμέ-
τρους : (i) τον εάιστο αμό ν-ράμματος Lmin (ii) το μέιστο αμό ν-ράμματοςLmax

και (iii) τη μέιστη απόσταση ειτνίασης - μήκος κυιόμενου παράυρου Lmin. Ακοου-
ούμε την προσέιση τν Aisopos et al. και εξετάζουμε αποκειστικά την περίπτση
όπου Lmin = Lmax = Dwin, η οποία πειραματικά έει αποδειεί ότι οδηεί σε επί-
δοση συκρίσιμη της έτιστης, όπς προέκυψε από ενδεεή αναζήτηση έτιστν
παραμέτρν (fine-tuning) [12].

Στον Πίνακα 4.2 παρουσιάζονται συκεντρτικά τα αποτεέσματα εκτέεσης τν α-
ορίμν ταξινόμησης ια μεέη ν-ράμμματος n = {1, 2, · · · , 7}

Όσο αφορά το μέεος ν-ράμματος, παρατηρούμε ότι με εξαίρεση τον Πουνυμικό
Naive Bayes (MNB), οι υπόοιποι αόριμοι ταξινόμησης εμφανίζουν παρόμοια συ-
μπεριφορά : καώς αυξάνεται η τιμή του n,ετιώνονται η ακρίεια μέρι την τιμή n = 4
(στην περίπτση του NaiveBayes n = 5) όπου επιτυάνεται η έτιστη επίδοση η
οποία στη συνέεια φίνει όταν ρησιμοποιούνται ράφοι μεαύτερου αμού. Συμπε-
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NGram MLP SVM Logistic kNN NB MNB C4.5
1 43.08 39.70 44.92 40.25 38.56 36.97 43.52
2 57.78 56.27 59.19 48.48 44.75 36.97 55.17
3 64.22 64.47 64.61 55.19 51.71 36.98 62.20
4 65.48 65.62 65.61 57.25 55.90 40.15 63.88
5 65.15 65.08 65.31 56.84 57.51 42.82 63.58
6 64.00 63.75 64.27 55.90 55.35 44.94 62.82
7 62.50 62.15 62.91 54.62 51.23 46.31 62.20

Πίνακας 4.2: Ποσοστά Ακρίειας Ταξινομητών ια ν-ράμματα 1 ές 7

ραίνουμε, οιπόν, πς η τιμή n = 4 αποτεεί την καύτερη επιοή στην πειονότητα
τν ταξινομητών όπου αξιοποιούνται στο μέιστο τα πεονεκτήματα της μεόδου : ανε-
ξαρτησία ώσσας και υψηή ανοή στο όρυο. Γράφοι ν-ραμμάτν μικρού αμού
(μονοράμματα, διράμματα) εξαιτίας του μικρού μεέους τους αδυνατούν να συά-
ουν τα πιο αρακτηριστικά εκφραστικά μοτία του πουσσικού περιεομένου και
οδηούν σε αμηά ποσοστά ακρίειας. Στους ράφους ν-ραμμάτν μεάου αμού
αυξάνεται εκετικά το πήος τν κορυφών και ακμών με αποτέεσμα η επιπέον πηρο-
φορία που αποτυπώνεται στους ράφους να μην αντιστοιεί στην πραματική εξάρτηση
που υπάρει ανάμεσα στις έξεις-συμοακοουίες και να αποτεεί ουσιαστικά όρυο.
Αυτό εξηεί το όο ια τον οποίο τα ποσοστά ακρίειας ια n = 6, 7 υποείπονται μεν
της έτιστης επίδοσης, κυμαίνονται δε σε ικανοποιητικά επίπεδα, αρκετά υψηότερα
τν αντίστοιν ποσοστών ια n = 1, 2.

Ο Πουνυμικός Naive Bayes ακοουεί τη συμπεριφορά τν υπόοιπν ταξινομητών,
ετιώνοντας τη ακρίεια καώς αυξάνεται το μέεος ν-ράμματος αά με πού πιο
αρό ρυμό οπότε και παρουσιάζει το καύτερο αποτέεσμα στην περίπτση n = 7.
Διαπιστώνουμε, οιπόν, πς ο συκεκριμένος ταξινομητής δεν εμφανίζει την ίδια ευαι-
σησία ς προς το μέεος ν-ράμματος με τους υπόοιπους. Το φαινόμενο αυτό εξηεί
τα πού αμηά ποσοστά ακρίειας στο εύρος n ∈ [1, 7] και οφείεται πιανότατα στην
εσφαμένη υπόεση ότι οι δείκτες ομοιότητας ακοουούν πουνυμική κατανομή.

4.4.3 Επιοή Καταηότερου Ταξινομητή

Στο Σήμα 4.5 απεικονίζονται ραφικά τα ποσοστά ακρίειας τν ταξινομητών ια
μεέη ν-ράμματος n = 3, 4 και 5.

Η έτιστη ακρίεια κατηοριοποίησης επιτυάνεται στην περίπτση n = 4 από τους
ταξινομητές : SVM (65.62%), Λοιστικής Παινδρόμησης (65.61%) και Πουεπίπεδου
Perceptron (65.48%). Ακοουούν σε φίνουσα σειρά επίδοσης οι C4.5 (63.88%), Naive
Bayes (57.51%, n = 5), k-NN(57.25%) και Πουνυμικός Naive Bayes(46.31%, n = 7).

Συκρίνοντας τους τρεις καύτερους αορίμους ς προς τη ενικότερη επίδοση, πα-
ρατηρούμε πς αν και ανήκουν σε διαφορετικές κατηορίες Μηανικής Μάησης, εμ-
φανίζουν παρόμοια αποτεέσματα σε όες τις τιμές ν-ράμματος που εξετάσαμε. Κρίνε-
ται,οιπόν , σκόπιμο να μεετήσουμε πιο αναυτικά τον τρόπο με τον οποίο επιτεύηκε
το συκεκριμένο ποσοστό ακρίειας εξετάζοντας την ικανότητα τν ταξινομητών στην
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Σήμα 4.5: Ακρίεια Κατηοριοποίησης ια μεέη ν-ράμματος 3,4 και 5.

κατηοριοποίηση ανά κατηορία ποικότητας με τη οήεια του πίνακα σφάματος -
σύυσης (confusion matrix).

Στον πίνακα παρουσιάζονται οι τιμές της ακρίειας(precision-PR), ανάκησης(recall-
RC), του συνδυασμού τους F1 ια κάε κατηορία όπς επίσης και ο σταμισμένος
μέσος όρος τους ια τους τρεις ταξινομητές στην περίπτση n = 4.

MLP SVM Logistic
Κάση PR RC F1 PR RC F1 PR RC F1
Θετικά 0.759 0.587 0.662 0.729 0.620 0.670 0.689 0.672 0.680

Αρνητικά 0.646 0.657 0.651 0.661 0.620 0.640 0.660 0.620 0.639
Ουδέτερα 0.593 0.745 0.660 0.592 0.740 0.658 0.617 0.676 0.645

Πίνακας 4.3: Precision, Recall και F1-score τν MLP, SVM και Logistic

Διαπιστώνουμε πς οι ταξινομητές εμφανίζουν παρεμφερή αρακτηριστικά και κατά
την ανάυση σε επίπεδο κάσεν ποικότητας. Σύμφνα με τους δείκτες ακρίειας
και ανάκησης προκύπτει ότι και οι τρεις αόριμοι είναι περισσότερο ακριείς στην
ταξινόμηση δεδομένν στη ετική κατηορία και ανανρίζουν επιτυώς μεαύτερο
ποσοστό τν ουδέτερν tweets ρίς - στόσο - σημαντικές επιπτώσεις στα αντίστοια
μεέη τν υπόοιπν κατηοριών. Η ισορροπία που επικρατεί μεταξύ στις δύο αντι-
στρόφς ανάοες έννοιες αντικατοπτρίζεται στην αρκετά υψηή τιμή του δείκτη F1

στις επιμέρους κατηορίες καώς και στην περίπτση του σταμισμένου μέσου όρου.

Επομένς, ρησιμοποιώντας οποιονδήποτε από τους ταξινομητές SVM, Λοιστική Πα-
ινδρόμηση και Πουεπίπεδο Perceptron, το σύστημα Ανάυσης Συναισήματος αντα-
ποκρίνεται επαρκώς και στις τρεις κατηορίες τν tweets ρίς αισητή προκατάηψη -
φαινόμενο που υποδηώνει αντιπροσπευτική εκπαίδευση και οδηεί σε ικανοποιητικά
ποσοστά ακρίειας κατηοριοποίησης.
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4.4.4 Συμπεριφορά στα επιμέρους σύνοα δεδομένν

Εξετάζουμε τη συμπεριφορά του μοντέου στα υποσύνοα τν δεδομένν ια να δια-
πιστεί αν υπάρουν διαφοροποιήσεις σε σέση με το σύνοο και να προσδιορισεί ο
αμός τους. Κατά τη πειραματική διερεύνηση σε κάε υποσύνοο ρησιμοποιήηκαν τα
ίδια σύνοα δεδομένν κατασκευής, μάησης και εξέτασης όπς αυτά προέκυψαν από
τη διαδικασία της διάσπασης (Σήμα 4.2).

Τα αναυτικά αποτεέσματα παρατίενται στο Παράρτημα Αʹ. Στο σήμα 4.6 απεικονί-
ζονται ια κάε υποσύνοο η υψηότερη ακρίεια κατηοριοποίησης ανάμεσα σε όους
τους ταξινομητές που εξετάσαμε και το ποσοστό συμμετοής του στο σύνοο τν δε-
δομένν.
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Σήμα 4.6: Βέτιστη Ακρίεια Κατηοριοποίησης και Ποσοστό Συμμετοής τν
Υποσυνόν Δεδομένν

Παρατηρούμε πς η ακρίεια δεν είναι ανάοη του μεέους του κάε υποσυνόου. Χα-
ρακτηριστικές περιπτώσεις είναι τα σύνοα OMD και SEM με ποσοστά επί του συνόου
1.57% και 10.58% και ποσοστά ακρίειας 73.19% και 55.25%. Συνεπώς, επιεαιώνεται
πειραματικά ότι παράοντες που συντεούν στην υψηή ακρίεια είναι σε μεάο αμό
η ομοιοένεια και ποιότητα του κάε συνόου καώς και η σστή και αντικειμενική
κατηοριοποίηση του από τους αξιοοητές και όι το μέεός του.

Όσον αφορά την επίδοση τν ταξινομητών, οι τρεις αόριμοι με τα υψηότερα ποσο-
στά ακρίειας στο σύνοο - SVM, Λοιστική Παινδρόμηση και Πουεπίπεδο Perceptron
- διατηρούνται σε υψηά επίπεδα σε όα τα επιμέρους υποσύνοα. Παράηα, αξίζει να
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σημειεί πς αόριμοι με αισητά αμηότερα ποσοστά ακρίειας στο σύνοο όπς
ο Πουνυμικός Naive Bayes (MNB) και ο k-NN, εμφανίζονται ιδιαίτερα αντανιστικά
σε αρκετά υποσύνοα δεδομένν (MNB : RRArabic, MDL-{DE,EN}, Sanders; k-NN :
MDL-{DE,EN,FR,PT}, TASS). Αυτό οφείεται στο εονός ότι σε κάε υποσύνοο εν
ένει επικρατεί μία ομοιομορφία ς προς τη εματοοία και τη ρήση έξεν-φράσεν
με συκεκριμένο συναισηματικό προσανατοισμό η οποία αποτυπώνεται με μεαύτερη
ευκρίνεια σε σέση με το σύνοο από τους ράφους ν-ραμμάτν και τους εξαόμενους
δείκτες ομοιότητας.

Η ακρίεια κατηοριοποίησης εμφανίζει παραοική συμπεριφορά ς προς το μέεος ν-
ράμματος, σημειώνοντας μέιστο ια n = 4 στα περισσότερα υποσύνοα σε όους τους
ταξινομητές εκτός του Πουνυμικού Naive Bayes, όπς ακριώς συμαίνει και στο
σύνοο. Υπάρουν, εντούτοις, εξαιρέσεις με πιο αρακτηριστική περίπτση υποσυνόου
αυτή του RRArabic όπου παρατηρούνται αυξομειώσεις της ακρίειας καώς αυξάνεται
ο αμός τν ράφν. Το φαινόμενο αυτό μπορεί να αποδοεί στην ιδιαίτερη φύση
της κάε ώσσας καώς και τη συκεκριμένη εστερική δομή τν κειμένν του κάε
υποσυνόου.

Καταήουμε στο συμπέρασμα ότι η αποτεεσματικότητα της μεόδου εξαρτάται σε με-
άο αμό από τα αρακτηριστικά του συνόου στο οποίο εξετάζεται. Στα υποσύνοα
TASS, Tromp -{EN,NL} και OMD που αποτεούν το 53.2% του σύνοου επιτυά-
νει ακρίεια 73-75% ενώ στα υποσύνοα NTUA, SEM και SSTweet που συμμετέουν
κατά 14.5% στο σύνοο εμφανίζει ποσοστά της τάξης του 51-55%. Ο σταμισμένος
μέσος όρος της καύτερης ακρίειας στα επιμέρους υποσύνοα υποοίζεται σε 68.8%,
συκρίσιμη επίδοση με το 65.6% της μεόδου στο σύνοο. Ωστόσο, η εφαρμοή της
μεόδου στο σύνοο τν δεδομένν προσπαεί να επιύσει ένα πιο δύσκοο πρόημα
σε σέση με τα επιμέρους υποσύνοα καώς η συώνευσή τους δημιουρεί ένα που-
σσικό σύνοο με αρκετά έντονη διαφοροποίηση ς προς τη εματοοία.

4.4.5 Τροποποιήσεις Αριτεκτονικής Συστήματος

Στην Ενότητα αυτή τροποποιούμε διαδοικά κάε στάδιο ειτουρίας του μοντέου και
μεετάμε την απόκριση του συστήματος στις μεταοές της αριτεκτονικής του.

4.4.5.1 Προεπεξερασία Δεδομένν

Για να διατηρήσουμε την ανεξαρτησία της μεόδου από τη ώσσα, οι παρεμάσεις
στην αρική μορφή τν δεδομένν περιορίζονται στις ειδικές έξεις και ακοουίες
αρακτήρν που ρησιμοποιούνται στο Twitter και στις οποίες α αναφερόμαστε με
τον όρο tokens. Συκεκριμένα, εξετάζουμε τις αναφορές (mentions) σε οαριασμούς
ρηστών (@username), τις αναδημοσιεύσεις (RT και via), τους υπερσυνδέσμους (http)
και τα hashtags (#topicName).

Κατά τη διεξαή τν πειραμάτν, επιειρήηκαν τρεις διαφορετικές εκδοές προε-
πεξερασίας : (i) αφαίρεση όν τν Twitter tokens (ii) αφαίρεση μόνο τν υπερσυν-
δέσμν (iii) αντικατάσταση τν tokens με συκεκριμένες έξεις κειδιά (keywords :
[mention], [retweet], [url], [hashtag]) στα δεδομένα κατασκευής και μάησης. Τα ποσο-
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Σήμα 4.7: Τροποποίηση Προεπεξερασίας Δεδομένν

στά ακρίειας κάε ταξινομητή και η μεταοή τους σε σέση με την αρική σύνεση
παρουσιάζονται στους Πίνακες ια κάε προσέιση ξεριστά.
Είναι εμφανές ότι οποιαδήποτε παρέμαση δεν οδηεί σε επίτευξη καύτερου αποτεέ-
σματος. Οι ταξινομητές με την καύτερη επίδοση επηρεάζονται αρνητικά, εμφανίζοντας
μείση κατά 1-2% στην περίπτση της έτιστης ακρίειας (n = 4). Επιπέον, όοι οι
ταξινομητές - εκτός του MNB ο οποίος παραμένει στα ίδια επίπεδα - εμφανίζουν αισητή
μείση στην περίπτση τν διραμμάτν. Τέος, μόνο ο αόριμος k-NN ενισύεται
από την αντικατάσταση τν tokens και την αφαίρεση τν υπερσυνδέσμν.
Συκρίνοντας τις διαφορετικές προσείσεις, ίνεται αντιηπτό πς - αν και καμία δεν
έει ετική συμοή - η διαραφή τν υπερσυνδέσμν μόνο, επιαρύνει το ιότερο σε
σέση με τις υπόοιπες τενικές τη συμπεριφορά του μοντέου. Λαμάνοντας υπόψη
πς η συκεκριμένη εκδοή πραματοποιεί και τις ιότερες ααές, καταήουμε
στο συμπέρασμα ότι οι ράφοι ν-ραμμάτν δεν αποπροσανατοίζονται από τα Twitter
tokens αά ς ένα αμό επφεούνται από την ύπαρξή τους.

4.4.5.2 Χρήση Δεδομένν Κατασκευής στην Εκπαίδευση

Όπς απεικονίζεται στο Σήμα 4.8, κατά την εκπαίδευση τν ταξινομητών, μαζί με
τα δεδομένα μάησης ρησιμοποιούμε και τα δεδομένα κατασκευής, ακοουώντας την
προσέιση τν Aisopos et al.[2].
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Σήμα 4.8: Τροποποίηση Χρήσης Δεδομένν Κατασκευής στη Διαδικασία Εκπαίδευ-
σης

Αναύοντας τα πειρατικά αποτεέσματα του Πίνακα , αξίζει να αναφερούν η επίτευξη
της καύτερης επίδοσης με οριακή αύξηση 0.25% και η εαματική ετίση τν ποσο-
στών ακρίειας του Naive Bayes και ιδιαίτερα της πουνυμικής εκδοής του, MNB.
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NGram MLP SVM Logistic kNN NaiveBayes MNB C4.5
1 41.52 (-1.55) 38.58 (-1.12) 43.46 (-1.47) 37.65 (-2.60) 36.89 (-1.67) 36.97 (0.00) 38.76 (-4.77)
2 51.76 (-6.02) 50.72 (-5.56) 57.36 (-1.82) 43.61 (-4.87) 41.04 (-3.71) 36.97 (0.00) 48.02 (-7.15)
3 62.45 (-1.77) 63.02 (-1.45) 63.28 (-1.33) 51.47 (-3.72) 47.05 (-4.66) 36.97 (-0.00) 58.18 (-4.02)
4 64.71 (-0.77) 64.58 (-1.04) 64.82 (-0.79) 53.87 (-3.39) 51.95 (-3.96) 39.62 (-0.54) 62.60 (-1.29)
5 63.87 (-1.28) 63.69 (-1.39) 64.48 (-0.83) 53.93 (-2.91) 54.53 (-2.98) 42.52 (-0.30) 62.81 (-0.77)
6 62.77 (-1.22) 62.30 (-1.45) 63.50 (-0.77) 53.07 (-2.83) 53.81 (-1.54) 44.80 (-0.14) 61.76 (-1.06)
7 61.43 (-1.07) 60.49 (-1.66) 62.05 (-0.86) 51.95 (-2.68) 50.15 (-1.08) 46.40 (+0.08) 61.11 (-1.10)

Πίνακας 4.4: Ποσοστά Ακρίειας μετά την αφαίρεση Twitter tokens

NGram MLP SVM Logistic kNN NaiveBayes MNB C4.5
1 42.39 (-0.69) 39.20 (-0.50) 45.07 (+0.15) 38.50 (-1.75) 38.95 (+0.39) 36.97 (0.00) 43.04 (-0.48)
2 54.31 (-3.47) 54.37 (-1.91) 58.37 (-0.82) 47.78 (-0.70) 44.10 (-0.65) 36.97 (0.00) 51.73 (-3.44)
3 63.86 (-0.36) 63.92 (-0.55) 63.89 (-0.72) 56.48 (+1.29) 50.88 (-0.83) 36.98 (+0.00) 61.24 (-0.96)
4 65.53 (+0.05) 65.47 (-0.15) 65.33 (-0.28) 59.06 (+1.81) 55.25 (-0.65) 40.15 (+0.00) 63.93 (+0.05)
5 64.79 (-0.35) 64.93 (-0.15) 65.17 (-0.14) 58.76 (+1.92) 57.14 (-0.37) 42.93 (+0.11) 63.78 (+0.20)
6 63.73 (-0.27) 63.52 (-0.23) 64.35 (+0.08) 58.05 (+2.15) 55.77 (+0.41) 45.28 (+0.34) 62.89 (+0.07)
7 62.21 (-0.29) 61.77 (-0.38) 62.92 (+0.01) 56.58 (+1.95) 51.23 (0.00) 46.88 (+0.57) 61.77 (-0.43)

Πίνακας 4.5: Ποσοστά Ακρίειας μετά την αφαίρεση υπερσυνδέσμν
NGram MLP SVM Logistic kNN NaiveBayes MNB C4.5

1 40.47 (-2.61) 39.62 (-0.08) 43.64 (-1.28) 38.15 (-2.09) 39.47 (+0.91) 36.97 (0.00) 41.28 (-2.24)
2 54.85 (-2.93) 53.44 (-2.84) 56.94 (-2.25) 47.16 (-1.32) 41.71 (-3.04) 36.97 (0.00) 51.38 (-3.79)
3 62.20 (-2.02) 62.32 (-2.14) 62.10 (-2.51) 55.79 (+0.60) 48.63 (-3.08) 36.98 (0.00) 59.27 (-2.93)
4 64.75 (-0.73) 64.23 (-1.39) 64.14 (-1.47) 58.11 (+0.86) 53.15 (-2.75) 39.66 (-0.50) 62.49 (-1.40)
5 64.10 (-1.05) 63.96 (-1.12) 64.30 (-1.00) 57.87 (+1.03) 55.60 (-1.91) 42.48 (-0.34) 62.98 (-0.59)
6 62.96 (-1.04) 62.65 (-1.10) 63.41 (-0.86) 57.34 (+1.44) 54.39 (-0.96) 44.64 (-0.30) 62.42 (-0.40)
7 61.48 (-1.02) 61.05 (-1.10) 62.08 (-0.83) 55.91 (+1.29) 50.49 (-0.75) 46.06 (-0.25) 61.29 (-0.92)

Πίνακας 4.6: Ποσοστά Ακρίειας μετά την αντικατάσταση Twitter tokens63



Η αύξηση του συνόου εκπαίδευσης παρέει μία πιο επτομερή εικόνα τν αρακτηρι-
στικών της κάε κατηορίας ποικότητας η οποία - όπς αποδεικνύεται - ευνοεί τους
ταξινομητές που στηρίζονται σε στατιστικά μοντέα.

Ωστόσο, η συκεκριμένη τροποποίηση ενέει τον κίνδυνο της προκατάηψης καώς τα
δεδομένα που ρησιμοποιούνται και στα δύο στάδια ειτουρίας του συστήματος, εμφα-
νίζουν υψηότερο αμό ομοιότητας συκριτικά με τα δεδομένα μάησης και αποκτούν
με τον τρόπο αυτό - αδίκς - μεαύτερη αρύτητα στη διαδικασία της εκπαίδευσης.
Συνεπώς, ρήζει περαιτέρ διερεύνησης το κατά πόσο η συώνευση τν δύο ξένν
υποσυνόν διατηρεί την αντιπροσπευτικότητα της εκπαίδευσης και συντεεί σε συ-
στηματική άση στη ετίση της ακρίειας.

4.4.5.3 Αφαίρεση Θορύου

Όπς αναύεται στο [12], κατά την αναπαράσταση κειμένν μέσ ράφν ν-ραμμάτν
σε ένα πρόημα κατηοριοποίησης, είναι αναπόφευκτη η εμφάνιση ορύου στους ρά-
φους. Στο παίσιο της Ανάυσης Συναισήματος, ο όρυος είναι το σύνοο τν κοινών
υποράφν ανάμεσα στους ράφους κάσεν Gneg, Gneu και Gpos. Στις κασικές τενι-
κές κατηοριοποίησης - όπς περιράφονται στην Ενότητα 2.6 - το φαινόμενο ορύου
αντιμετπίζεται σε ένα αμό αφαιρώντας κυρίς άρρα και άες έξεις ρίς συναιση-
ματικό προσανατοισμό (stopwords). Ωστόσο, στους ράφους ν-ραμμάτν δεν είναι
απαραίτητη κανενός είδους προεπεξερασία - η οποία άστε υποδηώνει εξάρτηση
από συκεκριμένα σσικά εραεία - καώς ο “όρυος” μπορεί να αφαιρεεί μέσ
τν τεεστών που διαέτει το μοντέο.
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Σήμα 4.9: Τροποποίηση Αφαίρεση Θορύου από Γράφους Κάσεν

Ο μέιστος κοινός υποράφος είναι ουσιαστικά η τομή όν τν ράφν που αντιστοι-
ούν στις κατηορίες ποικότητας. Στο σημείο αυτό αξίζει να σημειεί ότι ο κοινός
υποράφος που προκύπτει δεν είναι μοναδικός. Αν και ο τεεστής της τομής είναι εν έ-
νει αντιμεταετικός, η ρήση της μέση τιμής κατά την ανανέση τν αρών τν κοινών
ακμών σε κάε εφαρμοή του άρει την αντιμεταετικότητα του τεικού αποτεέσματος.
Δηαδή : (Gneg ∩ Gneu) ∩ Gpos ̸= Gneg ∩ (Gneu ∩ Gpos) καώς τα άρη τν ακμών εί-
ναι διαφορετικά. Επομένς, η διαδικασία υποοισμού του κοινού υποράφου πρέπει να
εφαρμοσεί επαναηπτικά μέρι ότου οδηηούμε σε σύκιση : |Gsubgr| → 0. Ποές
φορές ο κοινός υποράφος είναι ιδιαίτερα μεάου αμού με αποτέεσμα ο ακριής
υποοισμός του να αποτεεί μία ιδιαίτερα απαιτητική διαδικασία από πευράς ρόνου
και ρητικότητας οπότε συνής ρησιμοποιείται ένα προκαορισμένος αριμός επα-
ναήψεν.
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Σε επίπεδο υοποίησης η συκεκριμένη ειτουρικότητα αναπτύσσεται ρησιμοποιώ-
ντας τις μεόδους allNotIn (τεεστής Δέτα ▽) intersectGraph (τεεστής Τομής
∩) της κάσης DocumentNGramGraph της ιιοήκης JInsect όπς παρουσιάζεται
στο τμήμα κώδικα που ακοουεί :

1 /* Calculates the common subgraph and removes it from all class ngrams graphs
2 * @param The ngram graphs of all classes (order : negative,neutral,positive)
3 * @return A DocumentNGramGraph array containing the noise-free versions of the
4 * specified ngram graphs
5 * NOTE : Iterations LIMIT must be pre-defined
6 */
7 public DocumentNGramGraph [] removeNoiseFromGraphs(DocumentNGramGraph [] graphs){
8

9 DocumentNGramGraph [] noiseFreeGraphs = new DocumentNGramGraph[3];
10 DocumentNGramGraph tempGraph ;
11 DocumentNGramGraph commonSubgraph;
12

13 noiseFreeGraphs[0] = graphs[0].clone(); // negative class
14 noiseFreeGraphs[1] = graphs[1].clone(); // neutral class
15 noiseFreeGraphs[2] = graphs[2].clone(); // positive class
16

17 int i = 0;
18 do{
19 // intersection of negative and neutral class graphs
20 tempGraph = noiseFreeGraphs[0].intersectGraph(noiseFreeGraphs[1]);
21 // intersection of tempGraph and positive class graphs
22 commonSubgraph = noiseFreeGraphs[2].intersectGraph(tempGraph);
23 //remove calculated commonSubgraph from class graphs
24 noiseFreeGraphs[0] = noiseFreeGraphs[0].allNotIn(commonSubgraph);
25 noiseFreeGraphs[1] = noiseFreeGraphs[1].allNotIn(commonSubgraph);
26 noiseFreeGraphs[2] = noiseFreeGraphs[2].allNotIn(commonSubgraph);
27 i++;
28 // iterate until convergance condition is satisfied or limit has been reached
29 }while (!commonSubgraph.isEmpty() && (i < LIMIT));
30

31 return noiseFreeGraphs;
32 }

Κώδικας 4.1: Υοποίηση της Αφαίρεσης Θορύου από τους Γράφους Κάσεν

Στον Πίνακα παρατίενται τα ποσοστά ακρίειας τν ταξινομητών ια μέεος ν-ράμματος
n = 4 όπς προέκυψαν μετά από την αφαίρεση του ορύου από τους ράφους ια αριμό
επαναήψεν i = 10, 30, 100, 200, 1000, 2000.

Παρατηρούμε πς καώς αυξάνεται ο αριμός τν επαναήψεν και αφαιρούνται περισ-
σότερες ακμές του κοινού υποράφου, ετιώνεται σταερά η ακρίεια τν ταξινομητών
Naive Bayes και Multinomial Naive Bayes ενώ ια τους υπόοιπους δεν μπορεί να εξα-
εί ασφαές συμπέρασμα.

4.4.5.4 Διακριτοποίηση Δεικτών Ομοιότητας

Η διαδικασία διακριτοποίησης προτείνεται από τους Aisopos et al. στο [2] με κύριο στόο
την αύξηση της αποδοτικότητας του συστήματος και αναπαρίσταται στο Σήμα 4.10.
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Στηρίζεται σε συκρίσεις ανά ζεύη μεταξύ τν τιμών της ίδιας μετρικής (CS, V S,NV S)
που αντιστοιούν στις διάφορες κατηορίες ποικότητας και υποοίζει τη διακριτή τιμή
τους μέσ της ακόουης συνάρτησης :

dsim(simpol1 , simpol2) =


pol1, αν simpol1 < simpol2

equal, αν simpol1 = simpol2

pol2, αν simpol1 > simpol2

όπου sim ο δείκτης ομοιότητας sim ∈ {CS, V S,NV S} και pol1, pol2 οι συκεκριμένες
κατηορίες του εκάστοτε δείκτη pol1, pol2 ∈ {neg, neu, pos}.
Να σημειεί ότι η αρική προσέιση μετατρέπει τους δείκτες από αριμητικές τιμές σε
αφαριμητικά (nominals) που υποδηώνουν την κατηορία ή ισότητα. Λό της αδυ-
ναμίας ορισμένν ταξινομητών να διαειριστούν μη αριμητικές τιμές αρακτηριστικών,
ρησιμοποιήσαμε την εξής αντιστοίηση : neg → 1, pos → 2, neu → 3 και equal → 4.
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Σήμα 4.10: Τροποποίηση Διακριτοποίησης Δεικτών Ομοιότητας

Κατά τη διεξαή τν πειραμάτν παρατηρήηκε αισητή μείση του απαιτούμενου
ρόνου εκπαίδευσης στους περισσότερους ταξινομητές, επιεαιώνοντας την αύξηση
της αποδοτικότητας. Παράηα,όπς προκύπτει από τον Πίνακα 4.8, ενώ η συκε-
κριμένη διαφοροποίηση του συστήματος δεν οηά τους ταξινομητές με την καύτερη
επίδοση (MLP, SVM και Logistic), συντεεί καοριστικά στη ετίση της ακρίειας
τν ταξινομητών που εμφανίζουν μέτρια και αμηά ποσοστά στην αρική αριτεκτο-
νική. Ιδιαίτερα εαματική είναι η αύξηση της ακρίειας τν MNB και k-NN οι οποίοι
επιτυάνουν 61.75% και 65.43% αντίστοια και είναι πέον συκρίσιμοι με τους υπό-
οιπους. Το φαινόμενο αυτό αποδεικνύει από διαφορετική οπτική νία αυτή τη φορά
ότι ια συκεκριμένους αόριμους μάησης δεν έει σημασία τόσο η αριμητική τιμή
τν δεικτών όσο η διάταξη και οι σετικές διαφορές μεταξύ τν δεικτών της ίδιας κατη-
ορίας οι οποίες τονίζονται μέσ της διακριτοποίησης και ετιώνουν έτσι τη διακριτική
ικανότητα τν ταξινομητών.

4.4.5.5 Συνδυασμός Ταξινομητών

Ο συνδυασμός ταξινομητών είναι μία από πιο διαδεδομένες μεόδους ια την ανανώριση
προτύπν η οποία εφαρμόζεται ευρύτατα τα τεευταία ρόνια. Η τενική αυτή - νστή
με τον όρο ensemble - οδηεί συνά σε μικρότερα ποσοστά σφάματος κατηοριοποίη-
σης συκριτικά με μεμονμένους ταξινομητές. Όπς αναύεται στο [25], αυτό οφείεται
στο εονός ότι ο συνδυασμός διαφορετικών τενικών με στόο την ήψη μίας τεικής
απόφασης ια την κατηοριοποίηση τν δεδομένν έει ς αποτέεσμα το σύστημα να
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NGram MLP SVM Logistic kNN NaiveBayes MNB C4.5
1 42.48 (-0.60) 41.04 (+1.34) 44.40 (-0.52) 40.63 (+0.38) 40.21 (+1.65) 36.97 (+0.00) 43.58 (+0.05)
2 57.07 (-0.71) 56.76 (+0.49) 58.71 (-0.48) 48.02 (-0.45) 48.34 (+3.59) 36.97 (+0.00) 53.24 (-1.93)
3 64.22 (-0.01) 64.45 (-0.02) 64.33 (-0.27) 54.18 (-1.00) 57.15 (+5.43) 37.86 (+0.88) 61.06 (-1.14)
4 65.73 (+0.25) 65.54 (-0.08) 65.63 (+0.02) 55.84 (-1.41) 60.27 (+4.37) 45.28 (+5.13) 63.57 (-0.31)
5 65.00 (-0.14) 65.05 (-0.03) 65.27 (-0.03) 55.35 (-1.50) 60.17 (+2.65) 53.75 (+10.94) 63.55 (-0.03)
6 63.85 (-0.14) 63.74 (-0.01) 64.32 (+0.05) 54.82 (-1.08) 57.24 (+1.88) 56.47 (+11.53) 62.62 (-0.20)
7 62.45 (-0.04) 62.30 (+0.15) 62.89 (-0.02) 52.68 (-1.95) 53.40 (+2.17) 56.29 (+9.97) 61.40 (-0.81)

Πίνακας 4.7: Ποσοστά Ακρίειας μετά τη ρήση τν Δεδομένν Κατασκευής στη διαδικασία της Εκπαίδευσης

NGram MLP SVM Logistic kNN NaiveBayes MNB C4.5
1 41.35 (-1.73) 38.40 (-1.30) 40.54 (-4.38) 42.13 (+1.88) 40.23 (+1.67) 36.97 (+0.00) 42.26 (-1.26)
2 56.77 (-1.00) 55.12 (-1.16) 54.44 (-4.75) 57.81 (+9.33) 54.51 (+9.76) 50.50 (+13.52) 57.94 (+2.77)
3 63.95 (-0.28) 64.03 (-0.44) 63.90 (-0.71) 64.05 (+8.86) 56.46 (+4.75) 61.27 (+24.30) 64.16 (+1.96)
4 65.42 (-0.06) 65.44 (-0.18) 65.28 (-0.33) 65.43 (+8.17) 56.74 (+0.84) 61.75 (+21.59) 65.44 (+1.56)
5 64.84 (-0.31) 65.15 (+0.06) 64.87 (-0.44) 65.03 (+8.18) 56.65 (-0.87) 61.11 (+18.29) 65.15 (+1.57)
6 63.94 (-0.06) 64.35 (+0.60) 63.91 (-0.36) 64.27 (+8.37) 57.09 (+1.74) 59.63 (+14.69) 64.45 (+1.63)
7 63.03 (+0.53) 63.22 (+1.07) 62.39 (-0.52) 63.20 (+8.58) 56.84 (+5.61) 57.43 (+11.11) 63.28 (+1.08)

Πίνακας 4.8: Ποσοστά Ακρίειας μετά τη Διακριτοποίηση Δεικτών Ομοιότητας

Επαναήψεις MLP SVM Logistic kNN NaiveBayes MNB C4.5
50 65.77 (+0.30) 65.63 (+0.01) 65.63 (+0.02) 57.36 (+0.11) 56.23 (+0.33) 40.23 (+0.08) 64.04 (+0.16)
100 65.77 (+0.30) 65.59 (-0.03) 65.71 (+0.10) 57.38 (+0.13) 56.97 (+1.07) 40.44 (+0.29) 63.87 (-0.01)
200 65.66 (+0.18) 65.60 (-0.02) 65.69 (+0.08) 59.88 (+2.63) 57.95 (+2.05) 40.69 (+0.54) 63.92 (+0.03)
1000 65.20 (-0.28) 65.73 (+0.11) 65.74 (+0.13) 59.53 (+2.28) 63.50 (+7.60) 43.47 (+3.31) 64.55 (+0.66)
2000 64.73 (-0.75) 65.67 (+0.06) 65.77 (+0.16) 57.08 (-0.17) 64.64 (+8.74) 46.89 (+6.74) 64.77 (+0.89)

Πίνακας 4.9: Ποσοστά Ακρίειας μετά τη Αφαίρεση Θορύου από τους Γράφους Κάσεν συναρτήσει του αριμού τν επαναήψεν



εμφανίζει ευσταή συμπεριφορά , αντιμετπίζοντας δυσκοίες που ένας ταξινομητής -
ατομικά - ενδεομένς συναντά σε ένα συκεκριμένο σύνοο δεδομένν. Έουν προ-
ταεί διάφορες μέοδοι ια το συνδυασμό τν ταξινομητών εξετάζοντας διαφορετικούς
τρόπους εκπαίδευσης, σήματα συνδυασμού και αορίμους κατηοριοποίησης. Στη
συνέεια, περιράφονται συνοπτικά και αξιοοούνται ς προς την επίδοση δύο διαφο-
ρετικά σήματα κατηοριοποίησης στα οποία συνδυάζονται οι ασικοί ταξινομητές που
εξετάστηκαν στην Ενότητα 3.2, έοντας εκπαιδευτεί με το ίδιο σύνοο αρακτηριστικών
από το ίδιο σύνοο εκπαίδευσης.
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Σήμα 4.11: Τροποποίηση Συνδυασμού Ταξινομητών

4.4.5.5.1 Σήμα Ψηφοφορίας Αποτεεί την πιο απή μέοδο συνδυασμού τα-
ξινομητών και είναι από τις πρώτες που ρησιμοποιήηκαν. Στηρίζεται στη διαδικασία
της ψηφοφορίας κατά την οποία κάε ταξινομητής αποφασίζει μεμονμένα και “ψηφίζει”
την κάση που ερεί πιο πιανή. Επομένς, η τεική κάση που ανήκει το δεδομένο
είναι αυτή η οποία συκέντρσε τις περισσότερες ψήφους.
Έστσαν το πήος τν προτύπν του συνόου εκπαίδευσης D = {x}Ni=1, το πήος
τν κάσεν C = {cj}Kj=1 και το πήος τν ταξινομητών Ck που συμμετέουν στη
ψηφοφορία. Εξετάζουμε τα εξής σήματα ψηφοφορίας [25] :

(i) Πειοψηφία (Plurality Vote - PV) : το στιμιότυπο εισόδου αντιστοιίζεται στη
κάση cj η οποία συκέντρσε τις περισσότερες ψήφους. Στη συκεκριμένη προ-
σέιση όοι οι ταξινομητές ερούνται ισότιμοι ανεξάρτητα από την ακρίεια
κατηοριοποίησης. Κάε ταξινομητής έει συντεεστή αρύτητας :

wm =
1

M
∀m ∈ [1,M ]

(ii) Απή Σταμισμένη Ψήφος (Simple Weighted Vote - SWV) : η απόφαση κάε
ταξινομητή σταμίζεται ανάοα με την εκτιμώμενη ακρίεια am στο σύνοο εκ-
παίδευσης. Ο συντεεστής αρύτητας (άρος) της ψήφου είναι :

wm =
am∑
l al

Σε όα τα υπόοιπα σήματα ψηφοφορίας που παρουσιάζονται - εκτός του τε-
ευταίου - τα άρη wm αναφέρονται στις κανονικοποιημένες τιμές τν ak όπς
προκύπτουν από την παραπάν εξίσση.
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(iii) Aνααμονομημένη Σταμισμένη Ψήφος (Rescaled Weighted Vote - RWV) : ανα-
τίενται μηδενικά άρη σε όσους ταξινομητές έουν N/K ή ιότερες σστές “προ-
έψεις” στο σύνοο εκπαίδευσης και οι τιμές τν αρών αναπροσαρμόζονται ανα-
οικά. Συνεπώς, ταξινομητές με εκτιμώμενη ακρίεια am ≤ 1/K αποκείονται από
τη ψηφοφορία. Επομένς, αν em τα άη του ταξινομητή Cm τότε :

am = max{0, 1− K · ek
N · (K − 1)

}

(iv) Σταμισμένη Ψήφος Καύτερου-Χειρότερου (Best-Worst Weighted Vote - BWWMV)
: σε αυτή τη προσέιση ο καύτερος και ειρότερος ταξινομητής προσδιορίζονται
άσει της εκτιμώμενης ακρίειας αμάνοντας am = 1 ο πρώτος και am = 0 ο δεύ-
τερος (αποκεισμός). Οι υπόοιποι ταξινομητές αξιοοούνται ραμμικά οπότε:

am = 1− em − eB
eW − eB

όπου

eB = mink{em} και eW = maxk{em}

Από τα αποτεέσματα του Πίνακα 4.10, διαπιστώνουμε ότι τα πιο απά σήματα ψηφο-
φορίας (Πειοψηφία και Απή Σταμισμένη Ψήφος) επιτυάνουν καύτερα ποσοστά
ακρίειας σε σέση με τις πιο πούποκα σήματα (Aνααμονομημένη Σταμισμένη
και Σταμισμένη Ψήφος Καύτερου-Χειρότερου) ια όες τις τιμές ν-ράμματος που
εξετάσαμε. Αυτό συμαίνει πιανότατα εξαιτίας του τρόπου με τον οποίο ανατίενται
τα άρη ψηφοφορίας. Ταξινομητές με αμηό ποσοστό σφάματος στα δεδομένα μάη-
σης αποκτούν ιδιαίτερη αρύτητα στην ψηφοφορία - ρίς στόσο να εμφανίζουν την
ίδια συμπεριφορά και στα δεδομένα εξέτασης με αποτέεσμα να επηρεάζονται τα τεικά
ποσοστά ακρίειας του συνδυασμού.

NGram PV SWV RWV BWWV
1 43.89 (-1.03) 43.94 (-0.99) 40.25 (-4.68) 42.93 (-1.99)
2 57.80 (-1.38) 58.29 (-0.89) 57.44 (-1.75) 56.56 (-2.63)
3 64.59 (-0.02) 64.67 (0.06) 64.50 (-0.11) 64.17 (-0.43)
4 65.83 (0.21) 65.84 (0.22) 65.75 (0.13) 65.40 (-0.22)
5 65.23 (-0.08) 65.26 (-0.05) 65.16 (-0.14) 65.02 (-0.29)
6 64.13 (-0.14) 64.02 (-0.25) 64.04 (-0.24) 63.84 (-0.44)
7 62.80 (-0.11) 62.77 (-0.14) 62.69 (-0.22) 62.20 (-0.71)

Πίνακας 4.10: Ποσοστά Ακρίειας με τη συμμετοή όν τν ταξινομητών στο
σήμα Ψηφοφορίας

Από την παραπάν ανάυση εξάεται το συμπέρασμα ότι η συμπεριφορά του σήματος
ψηφοφορίας εξαρτάται από την κατάηη επιοή τν ταξινομητών που συμμετέουν σε
αυτό. Εξετάζουμε, οιπόν, όους τους πιανούς συνδυασμούς ταξινομητών σε σήματα
από 2 ές και 6 ψηφοφόρους. Βέτιστη επιοή αποτεεί η ρήση 3 ταξινομητών σε
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όες τις περιπτώσεις ν-ράμματος. Στον Πινακα 4.11 παρουσιάζονται οι συνδυασμοί με
τρεις ταξινομητές οι οποίοι σημείσαν την υψηότερη επίδοση ια μέεος ν-ράμματος
n = 4.

PV SWV RWV BWWV
MLP SVM Logistic 65.88 65.88 65.88 65.87
MLP SVM kNN 65.88 65.76 57.25 65.91
MLP Logistic kNN 65.93 65.77 57.25 65.97
MLP Logistic C4.5 65.86 65.83 65.83 65.87

Πίνακας 4.11: Συνδυασμοί Ταξινομητών με έτιστη επίδοση στο σήμα Ψηφοφο-
ρίας

Παρατηρούμε ότι οι ταξινομητές MLP, SVM και Logistic οι οποίοι εμφανίζουν υψηά
ποσοστά ακρίειας, δρουν αποτεεσματικά και σε συνδυασμό σε όα τα σήματα ψη-
φοφορίας. Αυτό επιεαιώνει τα κοινά αρακτηριστικά που διαέτουν και υποδηώνει
ότι στο συκεκριμένο σύνοο που εξετάζεται, υπάρουν δεδομένα τα οποία κανείς τους
δεν μπορεί να ανανρίσει σστά. Επιπέον, τη δράση τν παραπάν ενισύουν και τα-
ξινομήτες με μέτρια επίδοση όπς οι k-NN και C4.5 αποδεικνύοντας ότι στις τενικές
ensemble εκτός από την ακρίεια, καοριστικής σημασίας είναι και η συμπηρματικό-
τητα τν ταξινομητών.

Τέος, τα απά σήματα ψηφοφορίας εμφανίζουν ευσταή συμπεριφορά ανεξάρτητα από
την επιοή τν ταξινομητών σε αντίεση με τα πιο πούποκα τα οποία αποδίδουν
μόνο σε συκεκριμένους συνδυασμούς. Χαρακτηριστικό παράδειμα είναι η Aνααμο-
νομημένη Σταμισμένη Ψήφος και ο ταξινομητής k-NN ο οποίος ό της οκνηρής
μάησης εμφανίζει μηδενικό σφάμα εκπαίδευσης ενώ έει μέτρια επίδοση στα άνστα
δεδομένα με συνέπεια να διαμορφώνει το τεικό αποτέεσμα και να ευύνεται ια τα
αμηά ποσοστά του σήματος ψηφοφορίας.

4.4.5.5.2 Σήμα Συνένσης με Τρινικές Νόρμες Μία άη μέοδος
συνδυασμού είναι η συνένση ταξινομητών (fusion). Οι περισσότερες τενικές συνέν-
σης προϋποέτουν την ανεξαρτησία μεταξύ τν ταξινομητών, απαίτηση που δεν πηρού-
ται τις περισσότερες φορές στην πραματικότητα καώς οι ταξινομήτες έουν την τάση
να εμφανίζουν τα ίδια άη στις πιο δύσκοες περιπτώσεις κατηοριοποίησης προτύ-
πν. Στα παίσια της Μηανικής Μάησης, δύο ταξινομήτες είναι θετικά συσχετισμένοι
όταν κατηοριοποιούν ανασμένα στην ίδια κατηορία ενώ αρνητικά συσχετισμένοι όταν
κατηοριοποιούν ανασμένα σε διαφορετικές κατηορίες.

Ακοουούμε την προσέιση που περιράφεται στο [8] και η οποία ενδείκνυται ια
περιπτώσεις όπου οι ταξινομητές μπορεί να εμφανίζουν οποιαδήποτε μορφής συσέτιση
(ετική ή αρνητική) μεταξύ τους. Στηρίζεται στις Τρινικές Νόρμες - μία ενίκευση
του οικού τεεστή της τομής στο ώρο τν ποών μεταητών - και προσδιορίζει
την τεική κατηορία μέσ της τομής τν επιμέρους αποφάσεν. Η πιανή συσέτιση
μπορεί να αναπαρασταεί μέσ κατάηης Τρινικής Νόρμας - T -norm έτσι ώστε να
αποφευούν περιπτώσεις υπο ή υπερ-εκτιμήσεν.
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Ορισμός 4.4.1. H Τρινική Νόρμα - T -norm είναι μία συνάρτηση T : [0, 1]×[0, 1] →
[0, 1] με τις εξής ιδιότητες :

• Αντιμεταετικότητα : T (a, b) = T (b, a)

• Μονοτονία : T (a, b) ≤ T (c, d) αν a ≤ c και b ≤ d

• Προσεταιριστικότητα : T (a, T (b, c)) = T (T (a, b), c)

• Ουδέτερο Στοιείο : T (a, 1) = a

T -norm Τύπος Συσέτισης

T1(x, y) = max{0, x+ y − 1} Ισυρά Αρνητική

T2(x, y) = [max{0,
√
x+

√
y}]2 Μερικώς Αρνητική

T3(x, y) = x · y Ουδέτερη

T4(x, y) = [ 1√
x
+ 1√

y
− 1]−1/2 Εαφρώς Θετική

T5(x, y) = [ 1
x
+ 1

y
− 1]−1 Μερικώς Αρνητική

T6(x, y) = min{x, y} Ισυρά Θετική

Πίνακας 4.12: Οι Τρινικές Νόρμες και ο αντίστοιος Τύπος Συσέτισης

Έστσαν m ταξινομητές S1, S2, · · · , Sm. Η έξοδος κάε ταξινομητή Sj περιράφεται
μέσ του διανύσματος Ij ∈ RN+1 αναπαριστώντας την κανονικοποιημένη απόφασή ια
κάε μία από τις N κάσεις. Το τεευταίο στοιείο Ij(N + 1) αναπαριστά το σύνοο
τν κάσεν U και αναφέρεται στην περίπτση όπου ο ταξινομητής δεν καταήει σε
απόφαση (δε παρατηρείται στο πρόημα που εξετάζουμε) :

Ij = [Ij(1), Ij(2), · · · , Ij(N + 1)] όπου Ij(i) ∈ [0, 1] και
N+1∑
i=1

Ij(i) = 1

Η μη-κανονικοποιημένη συνένση τν εξόδν δύο ταξινομητών S1 και S2 ορίζεται ς :

F(I1, I2) = Extraction[Outerproduct(I1, I2, T )] = Extraction[A]

όπου το εξτερικό ινόμενο Outerproduct είναι μία καώς ορισμένη μαηματική πράξη
η οποία δέεται ς ορίσματα δύο διανύσματα διαστάσεν N και παράει ς έξοδο ένα
πίνακα A διαστάσεν N × N . Κάε στοιείο του πίνακα A(i, j) προκύπτει από την
εφαρμοή του τεεστή T στα αντίστοια στοιεία τν δύο διανυσμάτν , I1(i), I2(j)
δηαδή :

A(i, j) = [I1(i), I2(j)]

Ο τεεστής εξαής Extraction αξιοποιεί το εονός ότι οι κάσεις είναι ξένες μεταξύ
τους και ανακτά τη μη - κανονικοποιημένη έξοδο σε μορφή διανύσματος :

Extraction[A] = [I ′(1), I ′(2), · · · , I ′(N + 1)]
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όπου :

I ′(i) = A(i, i) + A(i, N + 1) + A(N + 1, i) , i = 1, 2, · · · , N
I ′(N + 1) = A(N + 1, N + 1)

Από την αντιμεταετικότητα τν T -norms προκύπτει και η αντιμεταετικότητα της συ-
νένσης:

F(I1,F(I2, I3)) = F(F(I1, I2), I3))

με την προϋπόεση ότι A(i, N + 1) = A(N + 1, i) = 0 , i = 1, 2, · · · , N

Θερώντας ότι οι κάσεις είναι διατεταμένες (Cneg < Cneu < Cpos) μπορούμε να υπο-
οίσουμε το αμό εμπιστοσύνης σε μία συνένση ορίζοντας ένα μέτρο διασποράς
ύρ από την κύρια διαώνιο του πίνακα σφάματος-σύυσης (confusion matrix).
Όσο περισσότερα άρη ανατίενται σε στοιεία εκτός της κυρίας διανίου, τόσο ι-
ότερος είναι ο αμός ομοφνίας μεταξύ τν ταξινομητών. Αυτή η έννοια μπορεί να
μοντεοποιηεί μέσ ενός πίνακα ποινής της μορφής :

P(i, j) =

{
max{0, (1−W · |i− j|)d}, αν 1 ≤ i ≥ N και 1 ≤ j ≥ N

1, αν i = N + 1 ή j = N + 1

Η παρουσία στοιείν στην κύρια διαώνιο υποδηώνει συμφνία μεταξύ τν ταξινο-
μητών ενώ η παρουσία στοιείν εκτός της κυρίας διανίου υποδηώνει διαφνία. Το
μέτρο της διαφνίας αυξάνεται αναοικά με την απόσταση από τη κύρια διαώνιο. Με
τον τρόπο αυτό αποτυπώνεται το εονός ότι η απόκιση ανάμεσα στις κάσεις Cneg

και Cneu έει μικρότερη ποινή σε σέση με την απόκιση ανάμεσα στις κάσεις Cneg και
Cpos.

Το μέτρο του κανονικοποιημένου αμού εμπιστοσύνης Ĉ υποοίζεται από τη σέση :

Ĉ = NormalizedConfidence(Â,P) =
N+1∑
i=1

N+1∑
j=1

Â(i, j) · P(i, j)

όπου Â o κανονικοποιημένος πίνακας συνένσης.

Από τα αποτεέσματα του Πίνακα 4.13 προκύπτει ότι οι Τρινικές Νόρμες που υπο-
έτουν καμία ή εαφρώς ετική συσέτιση μεταξύ τν ταξινομητών εμφανίζουν αισητά
καύτερα ποσοστά ακρίειας. Το εονός αυτό υποδηώνει - όπς στην περίπτση του
σήματος ψηφοφορίας αά από διαφορετική οπτική νία αυτή τη φορά - ότι υπάρουν
tweets στα οποία όοι οι ταξινομητές αποφασίζουν ανασμένα την κατηορία ποικό-
τητας η οποία όπς αποδεικνύεται είναι συνά η ίδια (ετική συσέτιση). Εντούτοις, η
καύτερη επίδοση του σήματος συνένσης (T4 64.26%) δεν ξεπερνά αά υποείπεται
της αντίστοιης έτιστης στην αρική αριτεκτονική. Συνεπώς, και σε αυτή τη μέοδο
συνδυασμού η ρήση όν τν ταξινομητών δεν αποφέρει αποτέεσμα.

Σε επόμενο ήμα, εκμεταευόμενοι την αντιμεταετική ιδιότητα της Τρινικής Νόρ-
μας, εξετάσαμε τη συνένση τν ταξινομητών σε συνδυασμούς από 2 ές 6. Διαπιστώ-
σαμε ότι ρησιμοποιώντας μικρό πήος ταξινομητών (2 ή 3) και μέεος ν-ράμματος
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NGram T1 T2 T3 T4 T5 T6

1 32.78 32.83 42.19 43.42 42.18 41.22
2 32.78 32.83 52.25 55.70 51.87 50.80
3 32.78 40.84 59.20 62.65 58.78 58.01
4 32.78 44.20 61.29 64.26 60.70 59.81
5 33.20 45.25 60.72 63.84 60.29 59.60
6 33.54 45.16 60.20 63.10 59.68 58.77
7 35.25 44.64 59.10 62.50 58.65 57.67

Πίνακας 4.13: Ποσοστά Ακρίειας κατά τη συνένση όν τν ταξινομητών

T1 T2 T3 T4 T5 T6

MLP Logistic 63.22 65.98 65.98 65.99 65.98 65.98
MLP MNB 56.51 65.96 65.93 65.90 65.92 65.22
MLP Logistic SVM 54.38 65.65 65.63 65.82 65.64 65.68
MLP Logistic MNB 46.39 62.87 65.98 64.12 65.99 65.26

Πίνακας 4.14: Συνδυασμοί Ταξινομητών με έτιστη ακρίεια στην περίπτση ν-
ράμματος n = 4

n = 4 το σήμα συνένσης εμφανίζει σταερά ικανοποιητική συμπεριφορά - ανεξάρτητα
από τη νόρμα που εφαρμόζεται. Στον Πίνακα 4.14 παρατίενται οι συνδυασμοί με τα
καύτερα ποσοστά ακρίειας :

Τα ετιμένα ποσοστά ακρίειας κατά τη συνένση τν MLP, SVM και Logistic με
όους τους πιανούς συνδυασμούς είναι ς ένα αμό αναμενόμενα καώς η μεταξύ
τους συματότητα είε διαφανεί και στο σήμα ψηφοφορίας. Αντίετα, ιδιαίτερη εντύ-
πση προκαεί η συμμετοή του αισητά ειρότερου MNB σε σήμα συνένσης με
αρκετά καά αποτεέσματα. Κρίνεται σκόπιμο η συκεκριμένη συνένση να επαναη-
φεί με διαφορετικά δεδομένα ια να διαπιστεί αν η ετική συμοή του MNB είναι
συστηματική.

Σε σέση με άες μεόδους συνδυασμού, το σήμα συνένσης μάς παρέει μία επι-
πέον πηροφορία : το αμό ομοφνίας μεταξύ τν συμμετεόντν ταξινομητών. Στο
σημείο αυτό πρέπει να διευκρινισεί ότι οι παράμετροι άρους W και απόστασης d του
πίνακα ποινής P δεν επηρεάζουν τη διαδικασία κατηοριοποίησης και την απόκριση του
συστήματος αά διαμορφώνουν τα επίπεδα στα οποία κυμαίνεται οι δείκτης εμπιστοσύ-
νης C ια κάε tweet. Δηαδή, ια μία δεδομένη νόρμα το σύστημα εμφανίζει τα ίδια
ποσοστά ακρίειας, ταξινομώντας κάε tweet στην ίδια κατηορία ανεξάρτητα από τις
παραμέτρους W και d αά ανάοα με τις τιμές τους α είναι περισσότερο ή ιότερο
επιφυακτικό σε κάε απόφασή του.

Επομένς, μέσ του δείκτη εμπιστοσύνης μπορούμε να ανανρίσουμε και να απομο-
νώσουμε tweets στα οποία δεν παρατηρείται ικανοποιητικός αμός ομοφνίας και να
αποφανούμε ια όσα επικρατούν ευνοϊκές συνήκες. Το σύστημα αποκρίνεται σε ένα
μέρος του συνόου τν δεδομένν αά με αρκετά υψηότερα ποσοστά επιτυίας.

Στο παίσιο αυτό, η αποτεεσματικότητα της συνένσης έκειται στον προσδιορισμό
τν παραμέτρν W και d ια τους οποίους προκύπτει αντιπροσπευτική κατανομή του
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Κατώφι Ĉ T1 T2 T3 T4 T5 T6

≥ 0.55 71.88 (76.66) 66.46 (97.55) 67.40 (92.18) 68.29 (78.84) 67.32 (92.70) 66.86 (95.69)
≥ 0.60 72.00 (76.16) 68.22 (87.53) 71.83 (71.42) 87.92 (7.68) 73.48 (64.93) 71.13 (76.05)
≥ 0.65 71.13 (76.05) 69.56 (79.72) 76.79 (51.63) 96.99 (1.09) 79.46 (43.80) 76.60 (53.33)
≥ 0.70 72.30 (74.76) 72.20 (67.20) 83.13 (34.85) 100.0 (0.01) 85.61 (28.87) 83.44 (34.24)
≥ 0.75 72.49 (73.66) 79.48 (44.44) 87.55 (24.38) - - 89.42 (20.21) 88.31 (22.76)
≥ 0.80 72.71 (72.13) 84.84 (30.08) 90.32 (17.22) - - 91.43 (14.40) 91.05 (15.51)
≥ 0.85 72.89 (70.08) 89.55 (18.87) 92.14 (11.96) - - 92.45 (10.08) 92.39 (10.44)
≥ 0.90 73.00 (67.18) 92.60 (10.61) 93.63 (7.13) - - 93.67 (5.99) 93.45 (5.87)
≥ 0.95 72.29 (60.06) 93.90 (2.69) 94.95 (2.27) - - 96.64 (1.81) 96.80 (1.74)

Πίνακας 4.15: Διαστρμάτση Δείκτη Εμπιστοσύνης Ĉ ς προς την Τρινική Νόρμα Συνένσης



δείκτη εμπιστοσύνης και οδηούμαστε σε έτιστη αντιστάμιση ανάμεσα στην ακρί-
εια κατηοριοποίησης και το ποσοστό του πηυσμού στο οποίο επικεντρνόμαστε.
Ύστερα από ενδεεή αναζήτηση προέκυψε ότι η εν ό ισορροπία επιτυάνεται ια
W = 0.25 και d = 3. Στον Πίνακα 4.15 παρουσιάζονται τα αποτεέσματα κατά τη συ-
νένση τν MLP και Logistic στην περίπτση ν-ράμματος n = 4 ς προς το επίπεδο
του δείκτη εμπιστοσύνης. Για κάε νόρμα αναράφεται το ποσοστό ακρίειας και σε πα-
ρένεση το αντίστοιο ποσοστό επί του συνόου τν δεδομένν στο οποίο απαντάται
αμός εμπιστοσύνης μεαύτερος Ĉ ή ίσος του καορισμένου κατφίου.

Παρατηρούμε ότι κάε Τρινική νόρμα οδηεί σε διαφορετική διαστρμάτση του α-
μού ομοφνίας με αποτέεσμα ια ένα δεδομένο δείκτη εμπιστοσύνης να εντοπίζονται
διαφορές στο πήος τν εξεταζόμενν tweets και στην ακρίεια κατηοριοποίησης.
Αυτό υποδηώνει ότι η επιφυακτικότητα του εκάστοτε σήματος συνένσης εξαρτάται
μεν από τις παραμέτρους του πίνακα P αά και τη νόρμα που εφαρμόζεται ια την εξα-
ή του τεικού αποτεέσματος. Επιπέον, το εονός ότι δύο από τους ταξινομητές
με την καύτερη επίδοση συνδυαζόμενοι με οποιαδήποτε νόρμα επιτυάνουν ακρίεια
της τάξης του 90% μόνο στο 15% ή και μικρότερο ποσοστό του πηυσμού (δη. 9500
tweets) αποτεεί σοαρή ένδειξη ότι μόνο ένα μικρό πήος tweets εμφανίζει ξεκάαρη
ποικότητα η οποία αποτυπώνεται στους δείκτες ομοιότητας.

Συνοψίζοντας, το σήμα συνένσης είναι μία αρκετά πιο ευέικτη και σταερή μέοδος
συνδυασμού συκριτικά με το σήμα ψηφοφορίας. Δεν κατατάσσει τους ταξινομητές
ς προς κάποιο αρακτηριστικό τους συνοικά π.. σφάμα εκπαίδευσης, δεν αναέτει
a priori άρη στις αποφάσεις τους αά εξετάζει το πόσο συμφνούν ή διαφνούν
σε επίπεδο tweet. Σε όα αυτά υποέτει μόνο τη συσέτιση μεταξύ τν ταξινομητών,
στοιείο το οποίο εξαρτάται περισσότερο από το μοντέο ράφν ν-ραμμάτν και
ιότερο από τα δεδομένα στα οποία εφαρμόζεται.

4.5 Σύνοψη Συμπερασμάτν Αξιοόησης

Ανακεφααιώνοντας, τα ασικά συμπεράσματα που συνάονται από την ανάυση τν
πειραματικών αποτεεσμάτν είναι :

• Το μοντέο ράφν ν-ραμμάτν πέτυε μέιστη ακρίεια 65.62% στο εξεταζό-
μενο πουσσικό και πουεματικό σύνοο δεδομένν που προέκυψε από συνέ-
νση 11 ειροκίνητα ταξινομημένν (manually annotated) υποσυνόν που έουν
μεετηεί και σε άες σετικές ερασίες. Το αποτέεσμα κρίνεται ικανοποιητικό
δεδομένης της ανομοιοένειας του συνόου και αποδεικνύει ότι η μέοδος μπορεί
να εφαρμοσεί με επιτυία σε δεδομένα κοιννικών δικτύν.

• Η εφαρμοή της μεόδου στα επιμέρους υποσύνοα δεδομένν εμφάνισε ποσοστά
ακρίειας από 50% ές 75%, αποτεέσματα που διαπιστώηκε ότι δεν εξαρτώνται
από το πήος τν δεδομένν αά ενδεομένς οφείονται στα εενή αρακτη-
ριστικά του κάε υποσυνόου.

• Το ποσοστό ακρίειας 65.62% σημειώηκε σε αναοία συνόου εκπαίδευσης (δε-
δομένα κατασκευής και μάησης) προς το σύνοο εξέτασης 50:50 - ιδιαίτερα αμηή
σε σέση με εκείνες τν περισσότερν μεόδν επιεπόμενης μάησης. Ακόμη
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και με αναοία 10:90 η συκεκριμένη προσέιση εμφάνισε ακρίεια 55% ενώ με
αντίστροφη αναοία 90:10 είε μικρή αύξηση και έφτασε το 68%.

• Σύμφνα με τους δείκτες Precision και Recall, το μοντέο ράφν ν-ραμμάτν
εμφάνισε παρόμοια συμπεριφορά ς προς όες τις κάσεις ποικότητας στο σύνοο
τν δεδομένν.

• Η έτιστη επίδοση εμφανίζεται ια μέεος ν-ράμματος n = 4, επιεαιώνοντας
τις προηούμενες μεέτες.

• Εκτός από τον ταξινομητή Support Vector Machine (SVM) - ο οποίος έει ήδη
μεετηεί στο παίσιο της ανάυσης συναισήματος με ράφους ν-ραμμάτν -
διαπιστώηκε ότι εξίσου κατάηοι είναι και οι Multilayer Perceptron (MLP) και
Λοιστική Παινδρόμηση (Logistic). Αν και καένας τους ανήκει σε διαφορετική
κατηορία αορίμν Μηανικής Μάησης, και οι τρεις ταξινομητές εμφανίζουν
ικανοποιητικά ποσοστά ακρίειας σε όες τις συνήκες υπό τις οποίες εξετάστηκαν.
Άες κατηορίες ταξινομητών όπς οι k-NN, Naive Bayes και o Πουνυμικός
Naive Bayes (MNB) επιτυάνουν μέτρια ποσοστά ακρίειας τις περισσότερες
φορές και μόνο με κατάηες τροποποιήσεις εμφάνισαν συκρίσιμα αποτέεσμα
με την 1η ομάδα.

Κατά την τροποποίηση της αρικής αριτεκτονικής του συστήματος ανάυσης συναι-
σήματος παρατηρήηκαν τα εξής :

• Σε αντίεση με άες προσείσεις, στο μοντέο ράφν ν-ραμμάτν η προε-
πεξερασία τν δεδομένν (αφαίρεση ή αντικατάσταση Twitter tokens, αφαίρεση
μόνο τν υπερσυνδέσμν) δεν απέφερε αποτέεσμα.

• Η ρήση τν δεδομένν κατασκευής μαζί με τα δεδομένα μάησης στη διαδικασία
της εκπαίδευσης οδηεί σε οριακή αύξηση κατά 0.25% της έτιστης επίδοσης
ενώ ενισύει σημαντικά τους NaiveBayes (+4.37%) και Multinomial NaiveBayes
(MNB) (+11.53%).

• Η διακριτοποίηση τν δεικτών ομοιότητας αυξάνει την αποδοτικότητα του συστή-
ματος σε όες τις περιπτώσεις και την αποτεεσματικότητα συκεκριμένν μόνο
ταξινομητών, ιδιαίτερα του Multinomial NaiveBayes (MNB) με ποσοστό ακρίειας
61.75%, αύξηση 21.59%.

• Ο συνδυασμός όν τν ταξινομητών στο σήμα Ψηφοφορίας οδηεί σε μικρή
ετίση της ακρίειας. Με κατάηη επιοή μέρους τν συνδυαζόμενν ταξι-
νομητών, τα ποσοστά ακρίειας διαμορφώνονται σε ακόμη υψηότερα επίπεδα.

• Ο συνδυασμός όν τν ταξινομητών στο σήμα Συνένσης δεν επιτυάνει κα-
ύτερη επίδοση σε όες τις Τρινικές Νόρμες που μεετήηκαν. Ωστόσο, όπς
παρατηρείται και στο σήμα ψηφορίας, ο κατάηος συνδυασμός ταξινομητών
διαμορφώνει τα ποσοστά κατηοριοποίησης συστηματικά σε ετιμένα επίπεδα
ανεξάρτητα από τη νόρμα που εφαρμόζεται. Επιπρόσετα, μέσ του δείκτη εμπι-
στοσύνης, μπορεί να προσδιορισεί ο αμός ομοφνίας μεταξύ τν ταξινομητών
σε επίπεδο tweet και να εκτιμηεί out-of-sample η δυσκοία κατηοριοποίησης τν
εξεταζόμενν δεδομένν.
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5
Επίοος

5.1 Σύνοψη & Συμπεράσματα

Στο παίσιο αυτής της ερασίας, μεετήσαμε το πρόημα της Ανάυσης Συναισήμα-
τος σε δεδομένα από το κοιννικό δίκτυο Twitter με το μοντέο ράφν ν-ραμμάτν.
Όπς προέκυψε από τη ιιοραφική ανασκόπηση, η συκεκριμένη προσέιση είναι
κατάηη ια εφαρμοή στο πουσσικό και πουεματικό περιάον που εξε-
τάζουμε άρη στην ανεξαρτησία της από τη ώσσα (language-independent) και την
υψηή αντοή στο όρυο που εμφανίζεται στα δεδομένα μικρο-ιστοοίν. Ύστερα
από μία σύντομη ερητική εμείση της μεόδου και τν υπάροντν αορίμν
Μηανικής Μάησης, διερευνήσαμε τον τρόπο με τον οποίο το μοντέο ράφν ν-
ραμμάτν ανταποκρίνεται στη μεταοή τν ασικών του παραμέτρν : μέεος συ-
νόου εκπαίδευσης και μέεος ν-ράμματος καώς και τη συματότητα του με δια-
φορετικούς αορίμους μάησης. Έπειτα, τροποποιώντας την αρική αριτεκτονική
της μεόδου, αυξήσαμε σημαντικά την ακρίεια ταξινομητών με μέτρια επίδοση. Τέος,
προσδιορίσαμε τους συνδυασμούς ταξινομητών σε σήματα ensemble οι οποίοι εμφανί-
ζουν ετιμένα ποσοστά ακρίειας σε συστηματική άση.

Η συνεισφορά μας εντοπίζεται στα εξής σημεία :

• Συνέσαμε ένα αρκετά μεάου μεέους σύνοο δεδομένν από επιμέρους σύ-
νοα δεδομένν διαφορετικής ώσσας και εματοοίας ευρές διαέσιμα στην
ακαδημαϊκή κοινότητα.

• Προτείναμε μία μέοδο διαρισμού τν επιμέρους υποσυνόν ποσοστιαία ανά
ποικότητα σε δεδομένα κατασκευής, μάησης και εξέτασης η οποία εξασφαί-
ζει αντιπροσπευτική εκπαίδευση και έει ς αποτέεσμα το σύστημα ανάυσης
συναισήματος να εμφανίζει ικανοποιητικά ποσοστά ακρίειας με ομοιόμορφη συ-
μπεριφορά ς προς τις τρεις κάσεις ποικότητας, ήδη από αρκετά μικρό ποσοστό
εκπαίδευσης.

• Εξετάσαμε αορίμους από τις κατηορίες Μηανικής Μάησης : δένδρα απο-
φάσεν, παρεμοής, στατιστικής μάησης,νευρνικών δικτύν, μηανών διανυ-
σμάτν υποστήριξης (SVMs) και μάησης κατά περίπτση και διαπιστώσαμε ότι

77



- εκτός από τα SVMs τα οποία έουν προταεί σε προηούμενες μεέτες- εξί-
σου αποτεεσματικοί στη συκεκριμένη μέοδο είναι το Πουεπίπεδο Perceptron
(MLP) και η Λοιστική Παινδρόμηση (Logistic).

• Επιεαιώσαμε πειραματικά ότι η ρήση ράφν ν-ραμμάτν μεέους n = 4 απο-
τεεί τη έτιστη επιοή ια την αναπαράσταση δεδομένν από μικρο-ιστοόια.

• Διαπιστώσαμε ότι η προεπεξερασία τν δεδομένν και η ρήση τν δεδομένν
μάησης στη διαδικασία της εκπαίδευσης ετιώνουν σε μικρό αμό την ακρίεια
τν k-NN και Naive Bayes - Multinomial Naive Bayes αντίστοια.

• Βετιώσαμε σημαντικά τις επιδόσεις τν Naive Bayes και Multinomial Naive
Bayes με την αφαίρεση του ορύου από τους ράφους κάσεν.

• Αναδείξαμε ότι η διακριτοποίηση εκτός από την αύξησης της αποδοτικότητας σε
όες τις περιπτώσεις, συμάει και στην αύξηση της αποτεεσματικότητας τν
k-NN , Naive Bayes και Multinomial Naive Bayes.

• Υοποιήσαμε δύο διαφορετικές εκδοές της τενικής ensemble το σήμα Ψηφοφο-
ρίας και το σήμα Συνένσης και προσδιορίσαμε τους κατάηους συνδυασμούς
ταξινομητών και εστερικών παραμέτρν ια τους οποίους εμφανίζονται συστημα-
τικά ευσταής συμπεριφορά σε αυξημένα ποσοστά ακρίειας.

Συνοψίζοντας, ο προσδιορισμός της ποικότητας του μηνύματος είναι ιδιαίτερα δύσκοο
πρόημα ειδικά στις συνήκες πουσίας και ποικίης εματοοίας τν κοιννι-
κών δικτύν. Το ποσοστό ακρίειας 65.6% και η ευστάεια τν αποτεεσμάτν που
πετύαμε με τη συκεκριμένη μέοδο στο σύνοο δεδομένν που δημιουρήσαμε έτσι
ώστε να προσομοιάζει τη φύση και το αμό δυσκοίας κατηοριοποίησης τν μηνυμά-
τν του Twitter ερούνται ικανοποιητικά. Καταδείξαμε, οιπόν, ότι με κατάηους
συνδυασμούς παραμέτρν το μοντέο ράφν ν-ραμμάτν είναι κατάηο ια την
Ανάυση Συναισήματος σε δεδομένα κοιννικών δικτύν.

5.2 Μεοντικές Προεκτάσεις

Πραματοποιήσαμε μία διεξοδική έρευνα ύρ από τη συνοική ειτουρικότητα του
μοντέου ράφν ν-ραμμάτν σε πουσσικά δεδομένα. Με άση τα πειραματικά
δεδομένα, κρίνεται σκόπιμη η περαιτέρ διερεύνηση όσο αφορά την αφαίρεση ορύου
από τους ράφους κάσεν ια να διαπιστεί αν οδηεί σε συστηματική ετίση της
ακρίειας κατηοριοποίησης.
Επιπρόσετα, μπορεί να εξετασεί αν ο εμπουτισμός του διανύσματος αρακτηριστικών
με περισσότερα νρίσματα σετικά με το περιεόμενο του μηνύματος και το ευρύτερο
περιάον στο οποίο εντάσσεται συμάει στην αύξηση της αποτεεσματικότητας της
μεόδου.
Τέος, η εμέεια της μεέτης που πραματοποιήηκε σε αυτή την ερασία περιορίστηκε
στην ανάυση συναισήματος σε δεδομένα από το κοιννικό δίκτυο Twitter. Έει ιδιαί-
τερο ενδιαφέρον η εξέταση της συμπεριφορά του μοντέου ράφν ν-ραμμάτν σε δε-
δομένα από άες πηές όπς οι αναρτήσεις στο Facebook, τα σόια στο YouTube
και οι κριτικές προϊόντν στο Amazon.
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Παράρτημα

Αʹ Πειραματικά Αποτεέσματα

Παρατίενται τα πειραματικά αποτεέσματα που προέκυψαν από την εφαρμοή της με-
όδου ράφν ν-ραμμάτν σε κάε ένα από τα επιμέρους σύνοα δεδομένν ια το
συνδυασμό Buildset = 20 Trainset = 30 και Testset = 50.

NGram MLP SVM Logistic kNN NB MNB C4.5
1 58.22 58.15 57.36 43.50 48.66 58.15 55.74
2 58.18 58.15 57.57 45.98 53.51 58.15 57.43
3 57.57 58.15 58.18 47.25 54.09 58.15 56.16
4 58.01 58.15 58.15 47.66 53.89 58.15 56.74
5 58.08 58.15 57.98 46.49 54.16 58.15 58.15
6 57.87 58.15 57.94 47.25 55.98 58.15 58.12
7 58.12 58.15 58.01 49.11 55.95 58.15 57.81

RRarabic
NGram MLP SVM Logistic kNN NB MNB C4.5

1 57.88 57.88 57.88 51.47 54.51 57.88 49.96
2 59.48 57.88 60.32 52.91 53.07 57.88 57.03
3 61.33 57.88 60.91 55.43 56.70 57.88 59.22
4 61.08 58.55 60.15 55.52 57.37 57.88 58.64
5 60.74 58.64 60.07 56.36 52.99 57.88 55.86
6 60.99 58.64 60.07 55.27 50.55 57.88 57.12
7 60.83 58.64 59.98 53.66 48.19 58.05 50.88

HCR
NGram MLP SVM Logistic kNN NB MNB C4.5

1 68.59 68.59 69.35 64.49 51.33 68.59 69.43
2 71.86 72.02 72.70 70.95 67.30 68.59 70.72
3 73.38 71.86 73.08 70.95 69.66 68.59 70.80
4 73.38 71.79 72.02 71.18 69.66 69.58 70.57
5 72.55 71.79 72.47 70.65 69.96 71.79 67.68
6 72.70 71.71 72.09 70.57 70.27 71.79 69.66
7 72.09 71.71 71.86 71.41 70.34 71.79 71.41

MDL-DE
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NGram MLP SVM Logistic kNN NB MNB C4.5
1 64.15 63.96 64.19 62.11 50.38 63.96 64.36
2 69.10 67.81 69.81 69.55 63.58 63.96 68.79
3 69.32 68.83 70.74 69.74 69.10 63.96 69.49
4 69.70 68.74 70.85 69.08 69.36 63.96 68.66
5 68.72 68.74 70.06 68.36 69.29 68.21 68.87
6 69.46 68.66 69.72 69.42 68.96 68.64 67.36
7 69.32 68.64 69.25 67.96 68.57 68.68 68.57

MDL-EN

NGram MLP SVM Logistic kNN NB MNB C4.5
1 59.53 54.51 58.70 55.44 57.02 54.51 60.19
2 62.51 60.84 64.84 61.95 60.09 54.51 61.40
3 63.63 60.74 64.00 63.07 61.30 54.51 61.02
4 63.63 60.74 62.88 63.63 60.09 60.37 63.07
5 61.02 60.84 62.42 61.95 58.70 60.84 63.07
6 62.60 60.84 63.16 62.42 56.37 60.84 61.40
7 60.84 60.84 62.05 61.58 55.53 60.93 62.33

MDL-FR

NGram MLP SVM Logistic kNN NB MNB C4.5
1 51.80 50.63 53.64 53.31 44.27 38.58 50.54
2 60.25 60.75 63.35 61.42 55.15 42.01 58.91
3 62.01 59.00 61.09 62.93 54.23 53.81 57.24
4 56.82 56.15 59.58 61.34 51.63 55.82 55.82
5 53.14 53.05 58.16 62.76 49.29 56.07 56.65
6 50.13 50.79 57.66 59.50 48.37 55.31 55.23
7 44.85 50.54 56.40 57.49 47.53 55.65 55.82

MDL-PT

NGram MLP SVM Logistic kNN NB MNB C4.5
1 43.95 45.56 47.58 47.58 41.13 44.35 48.39
2 44.35 48.79 51.61 48.39 45.56 44.35 44.76
3 44.76 45.16 50.00 40.73 43.15 44.35 46.77
4 46.77 49.60 50.00 38.31 36.29 44.35 42.74
5 45.16 46.37 48.79 39.52 37.90 44.35 44.35
6 44.35 43.55 44.35 42.74 38.31 44.35 44.35
7 44.35 43.95 47.18 43.55 37.50 44.35 45.97

NTUA

86



NGram MLP SVM Logistic kNN NB MNB C4.5
1 69.72 65.19 71.08 64.25 66.88 62.78 70.24
2 68.03 68.03 73.50 62.57 67.72 62.78 68.35
3 72.13 73.08 73.08 61.51 66.67 62.78 65.62
4 72.87 72.98 73.19 63.41 68.03 62.78 70.14
5 73.19 71.92 72.66 62.15 68.03 62.78 70.87
6 70.56 69.51 71.08 61.41 66.56 62.78 70.45
7 68.66 68.56 68.66 59.52 65.93 62.78 67.51

OMD

NGram MLP SVM Logistic kNN NB MNB C4.5
1 68.68 68.74 68.81 55.59 53.49 68.74 67.03
2 69.06 68.74 71.35 58.70 58.58 68.74 68.74
3 70.46 69.12 70.84 59.78 63.41 68.74 68.87
4 70.46 69.19 70.27 59.09 54.00 68.74 65.06
5 70.08 69.19 69.76 59.40 52.41 68.74 69.31
6 70.33 69.19 69.82 60.36 52.54 68.74 66.26
7 70.08 69.25 69.50 60.80 50.95 69.12 67.03

Sanders

NGram MLP SVM Logistic kNN NB MNB C4.5
1 46.67 46.73 49.27 38.95 46.53 46.73 46.75
2 48.03 53.33 53.86 41.98 42.40 46.73 47.51
3 53.34 54.73 55.25 44.22 48.59 46.73 50.24
4 53.17 54.26 54.48 44.72 50.52 46.73 50.51
5 52.08 52.95 54.14 44.36 46.98 46.75 51.30
6 51.55 50.91 53.59 43.16 44.11 46.97 51.43
7 50.82 48.95 52.71 42.98 43.79 47.12 50.48

SemEval2014

NGram MLP SVM Logistic kNN NB MNB C4.5
1 58.00 56.08 58.64 48.01 55.02 53.73 56.71
2 60.92 60.03 61.76 50.12 53.67 53.73 57.68
3 63.46 61.97 62.85 51.67 60.54 53.73 60.56
4 63.82 61.42 62.87 53.14 61.99 53.73 61.00
5 63.80 61.28 62.41 52.62 62.99 53.73 61.68
6 63.60 60.96 62.09 53.24 63.40 55.18 60.64
7 62.95 60.48 61.70 52.94 63.56 57.94 60.88

SentiTuites-PT
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NGram MLP SVM Logistic kNN NB MNB C4.5
1 45.33 46.08 46.79 38.67 41.60 46.08 45.23
2 48.25 46.18 51.04 40.56 45.33 46.08 47.07
3 49.10 46.98 50.00 40.18 44.52 46.08 45.00
4 48.35 46.08 48.63 38.10 45.14 46.08 45.42
5 47.73 46.08 48.25 40.56 37.06 46.08 44.85
6 46.93 46.08 47.64 40.08 35.17 46.08 45.37
7 47.88 46.08 46.84 41.55 36.17 46.08 46.84

SSTweet

NGram MLP SVM Logistic kNN NB MNB C4.5
1 54.07 54.07 56.26 51.96 52.27 54.07 55.93
2 65.61 65.64 67.74 59.25 56.38 54.07 63.68
3 72.79 72.77 73.08 66.76 59.83 54.07 70.87
4 74.96 75.15 75.15 69.71 63.28 54.07 73.30
5 74.78 75.04 74.96 70.24 67.09 54.07 73.92
6 74.08 74.23 74.25 69.80 67.83 54.22 73.07
7 72.97 72.91 73.11 68.38 66.89 54.40 72.22

TASS

NGram MLP SVM Logistic kNN NB MNB C4.5
1 62.84 59.66 62.42 56.69 56.54 40.29 61.52
2 72.79 71.85 74.33 67.23 64.99 40.29 70.50
3 74.97 75.53 75.88 69.96 70.14 49.58 71.65
4 75.02 75.40 75.70 69.71 70.78 65.20 72.03
5 72.48 73.88 74.06 67.89 69.15 67.22 71.23
6 71.52 72.23 72.45 67.02 66.79 65.80 69.72
7 70.93 69.81 70.53 66.80 64.91 61.71 69.34

Tromp-EN

NGram MLP SVM Logistic kNN NB MNB C4.5
1 62.15 54.12 59.20 54.31 48.84 43.44 56.75
2 71.17 69.32 71.05 65.46 62.70 43.44 68.22
3 72.82 73.26 72.86 68.26 66.40 48.40 69.83
4 71.76 71.88 71.33 66.99 66.84 60.10 69.24
5 70.15 70.22 70.07 64.99 65.73 61.44 65.62
6 68.37 65.89 67.51 62.74 63.73 59.00 65.85
7 66.36 60.97 65.89 60.85 62.03 54.75 64.40

Tromp-NL
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Βʹ Πηαίος Κώδικας

Παρατίεται ο πηαίος κώδικας τν ασικών Κάσεν του Συστήματος Ανάυσης Συ-
ναισήματος. Η υοποίηση της πήρους ειτουρικότητάς του ρίσκεται στο αποετήριο:
https://github.com/dtz/NTUA-THESIS-Twitter-Sentiment-Analysis.

Η κατασκευή τν ράφν κάσεν και η ειτουρικότητα της αφαίρεσης ορύου υο-
ποιούνται μέσ της κάσης BuildGraphs ρησιμοποιώντας τη ιιοήκη JInsect.

1 import Models.TokenNGramGraphs;
2 import gr.demokritos.iit.jinsect.documentModel.representations.DocumentNGramGraph;
3 import gr.demokritos.iit.jinsect.documentModel.representations.DocumentWordGraph;
4 import java.io.File;
5 import java.util.Random;
6

7 public class BuildGraphs {
8

9 private static int nSize;
10

11 public static void build(String [] buildset,String [] graphs,int ngramSize){
12

13 nSize = ngramSize;
14 for (int k = 0 ; k < buildset.length;k++) {
15 String build = buildset[k];
16 String graphOutput = graphs[k];
17 File file = new File(build);
18 // load buildset serialized object
19 String[] tweetsArray = (String[])

SerializationUtilities.loadSerializedObject(file.getAbsolutePath());
20 int noOfTweets = tweetsArray.length;
21 int noOfDocuments = 0;
22 final DocumentNGramGraph graphModel = new DocumentNGramGraph(nSize, nSize, nSize);
23 final DocumentNGramGraph tempGraph = new DocumentNGramGraph(nSize, nSize, nSize);
24 for (int i = 0; i < noOfTweets; i++) {
25 noOfDocuments++;
26 // create temporary tweet graph
27 tempGraph.setDataString(tweetsArray[i]);
28 // merge using update functionality
29 graphModel.merge(tempGraph, 1.0 - (noOfDocuments-1.0)/noOfDocuments);
30 }
31 // store graphs to memory
32 SerializationUtilities.storeSerializedObject(graphModel,graphOutput);
33 }
34 }
35

36 public DocumentNGramGraph [] removeNoiseFromGraphs(DocumentNGramGraph [] graphs){
37

38 DocumentNGramGraph [] noiseFreeGraphs = new DocumentNGramGraph[3];
39 DocumentNGramGraph tempGraph ;
40 DocumentNGramGraph commonSubgraph;
41

42 noiseFreeGraphs[0] = graphs[0].clone(); // negative class
43 noiseFreeGraphs[1] = graphs[1].clone(); // neutral class
44 noiseFreeGraphs[2] = graphs[2].clone(); // positive class
45

46 int i = 0;
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47 do{
48 // intersection of negative and neutral class graphs
49 tempGraph = noiseFreeGraphs[0].intersectGraph(noiseFreeGraphs[1]);
50 // intersection of tempGraph and positive class graphs
51 commonSubgraph = noiseFreeGraphs[2].intersectGraph(tempGraph);
52 //remove calculated commonSubgraph from class graphs
53 noiseFreeGraphs[0] = noiseFreeGraphs[0].allNotIn(commonSubgraph);
54 noiseFreeGraphs[1] = noiseFreeGraphs[1].allNotIn(commonSubgraph);
55 noiseFreeGraphs[2] = noiseFreeGraphs[2].allNotIn(commonSubgraph);
56 i++;
57 // iterate until convergance condition is satisfied or limit has been reached
58 }while (!commonSubgraph.isEmpty() && (i < LIMIT));
59

60 return noiseFreeGraphs;
61 }
62 }

Κώδικας Βʹ.1: Λειτουρικότητες Κατασκευής Γράφν Κάσεν και Αφαίρεσης
Θορύου

H αναπαράσταση τν δεικτών ομοιότητας στο διάνυσμα αρακτηριστικών τν μηνυμά-
τν (tweets) ια την Εκπαίδευση και Εξέταση τν ταξινομητών ίνεται μέσ αρείου
της μορφής ARFF (Attribute-Relation File Format) το οποίο κατασκευάζεται μέσ
της κάσης ARFFConstructor.

1 import java.io.File;
2 import java.io.FileNotFoundException;
3 import java.io.FileOutputStream;
4 import java.io.PrintWriter;
5 import java.util.ArrayList;
6

7 import weka.core.Attribute;
8 import weka.core.DenseInstance;
9 import weka.core.Instances;

10

11 public class ARFFConstructor {
12 private ArrayList<Attribute> atts;
13 private Instances data;
14 private FileOutputStream output ;
15 private PrintWriter writer ;
16 private ArrayList<String> attVals;
17 public ARFFConstructor(String file) {
18 super();
19 try {
20 output = new FileOutputStream(file, false);
21 } catch (FileNotFoundException e) {
22 e.printStackTrace();
23 }
24 writer = new PrintWriter(output);
25 atts = new ArrayList<Attribute>();
26 // creating the appropriate header
27 atts.add(new Attribute(”NegCont”));
28 atts.add(new Attribute(”NegNormVal”));
29 atts.add(new Attribute(”NegVal”));
30 atts.add(new Attribute(”NeutCont”));
31 atts.add(new Attribute(”NeutNormVal”));
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32 atts.add(new Attribute(”NeutVal”));
33 atts.add(new Attribute(”PosCont”));
34 atts.add(new Attribute(”PosNormVal”));
35 atts.add(new Attribute(”PosVal”));
36

37 attVals = new ArrayList<String>();
38 attVals.add(”1”);
39 attVals.add(”2”);
40 attVals.add(”3”);
41 atts.add(new Attribute(”Polarity”,attVals));
42 // initialising data object
43 data = new Instances(relationLabel(file), atts, 0);
44 }
45 public void add(double [] values){
46 int pol = (int) values[9];
47 // save similarities and class index to data object
48 values[9] = attVals.indexOf(String.valueOf(pol));
49 data.add(new DenseInstance(1.0, values));
50 }
51 public void export(){
52 // export to .arff file
53 writer.print(data.toString());
54 writer.close();
55 }
56 private String relationLabel(String filename){
57 // create relation label from filename
58 String separator = ”\\\\”;
59 if (File.separator.equals(”/”)){
60 separator = ”/”;
61 }
62 String [] tokens = filename.split(separator);
63 String name = tokens[tokens.length-1];
64 if (name.indexOf(”.arff”)!= -1){
65 name = name.replace(”.arff”,””);
66 }
67 return name;
68 }
69 }

Κώδικας Βʹ.2: Δημιουρία αρείου ARFF ια την αναπαράσταση του διανύσματος
αρακτηριστικών

Οι ειτουρικότητες που αφορούν τους ταξινομητές υοποιούνται μέσ της κάσης
ClassifierFunctions με τη οήεια της ιιοήκης WEKA. Η κατασκευή τν ταξινο-
μητών επιτυάνεται ρησιμοποιώντας την τενική reflection προσδιορίζοντας τον εκά-
στοτε τύπου του ταξινομητή μέσ αρείου. Η Εκπαίδευση και Εξέταση τν ταξινομητών
πραματοποιούνται μέσ κατάηου αρείου ARFF και τν μέοδν buildClassifier
και classifyInstance αντίστοια. Υποστηρίζονται επίσης οι ειτουρίες κατασκευής
αρείν ARFF Εκπαίδευσης και Εξέτασης καώς και της αντίστοιης εκδοής τους με
διακριτοποιημένους δείκτες ομοιότητας.

1 import java.io.BufferedReader;
2 import java.io.File;
3 import java.io.FileNotFoundException;
4 import java.io.FileReader;
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5 import java.io.IOException;
6 import Fusion.Fuser;
7

8 import gr.demokritos.iit.jinsect.documentModel.comparators.NGramCachedGraphComparator;
9 import gr.demokritos.iit.jinsect.documentModel.representations.DocumentNGramGraph;

10 import gr.demokritos.iit.jinsect.documentModel.representations.DocumentNGramHGraph;
11 import gr.demokritos.iit.jinsect.structs.GraphSimilarity;
12

13 import weka.classifiers.Classifier;
14 import weka.classifiers.Evaluation;
15 import weka.classifiers.functions.MultilayerPerceptron;
16 import weka.classifiers.trees.J48;
17 import weka.classifiers.bayes.NaiveBayes;
18 import weka.classifiers.bayes.NaiveBayesMultinomial;
19 import weka.classifiers.functions.SMO;
20 import weka.classifiers.lazy.IBk;
21 import weka.core.DenseInstance;
22 import weka.core.Instances;
23 import weka.core.converters.ConverterUtils.DataSource;
24

25 public class ClassifierFunctions {
26

27 private static int N_GRAM_SIZE;
28 private final static int NEGATIVE =1;
29 private final static int POSITIVE = 2;
30 private final static int NEUTRAL = 3;
31 private final static int EQUAL = 4;
32

33 private final static NGramCachedGraphComparator comparator = new
NGramCachedGraphComparator();

34

35 private static Classifier classifier;
36 private static Classifier [] classifierArray;
37 private static DocumentNGramGraph negativeGraph;
38 private static DocumentNGramGraph neutralGraph;
39 private static DocumentNGramGraph positiveGraph;
40 private static Instances trainInstances;
41 private static Instances testInstances;
42 private static BufferedReader reader = null;
43

44 private static void loadGraphs(String[] graphPaths) throws Exception {
45 Log.println(”Loading negative class graph...”);
46 negativeGraph = (DocumentNGramGraph)

SerializationUtilities.loadSerializedObject(graphPaths[0]);
47 Log.println(”Loading neutral class graph...”);
48 neutralGraph = (DocumentNGramGraph)

SerializationUtilities.loadSerializedObject(graphPaths[1]);
49 Log.println(”Loading positive class graph...”);
50 positiveGraph = (DocumentNGramGraph)

SerializationUtilities.loadSerializedObject(graphPaths[2]);
51 }
52 private static void loadTTInstances(String trainPath,String testPath){
53

54 DataSource source,source2;
55 try {
56 Log.println(”Loading train instances...”);
57 source = new DataSource(trainPath);
58 trainInstances = source.getDataSet();
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59 trainInstances.setClassIndex(trainInstances.numAttributes() - 1);
60 source2 = new DataSource(testPath);
61

62 Log.println(”Loading test instances...”);
63 testInstances = source2.getDataSet();
64 testInstances.setClassIndex(testInstances.numAttributes() - 1);
65 } catch (Exception e) {
66 e.printStackTrace();
67 }
68 }
69

70 private static Classifier buildTheClassifier(String trainARFF,String classifierName){
71 String classifierLabel = LabellingUtilities.classifierLabel(trainARFF,

classifierName);
72 Classifier theClassifier = null;
73 Log.println(”Building classifier ”+classifierName+”...”);
74 try {
75 // reflection technique
76 theClassifier = (Classifier) Class.forName(classifierName).newInstance();
77 theClassifier.buildClassifier(trainInstances);
78 Log.println(”Storing classifier...”);
79 SerializationUtilities.storeSerializedObject(theClassifier,classifierLabel);
80 } catch (Exception e) {
81 Log.println(”Building classifier failed!”);
82 e.printStackTrace();
83 }
84 return theClassifier;
85

86 }
87

88 public static void createARFFsOnly(String [] graphs,String trainset,String testset)
throws Exception{

89 N_GRAM_SIZE = getNGramSize(graphs[0]);
90 Log.label(”ClassifierFunctions”);
91 Log.println(”Starting...”);
92 loadGraphs(graphs);
93 createTrainTestARFFs(trainset,testset);
94 }
95

96 private static void createTrainTestARFFs(String trainset, String testset) throws
Exception {

97

98 String [] files = { trainset,testset};
99 Log.println(”Creating Train & Test ARFF files...”);

100 for (String filename : files){
101 String ARFFname = LabellingUtilities.ARFFLabel(filename);
102 ARFFConstructor arff = new ARFFConstructor(ARFFname);
103 SerialTweet [] tweetList = (SerialTweet [] )

SerializationUtilities.loadSerializedObject(filename);
104

105 for (SerialTweet tweet : tweetList){
106 double [] values = calculateSimilarities(tweet.getText());
107 values[9] = tweet.getPolarity();
108 arff.add(values);
109 }
110 arff.export();
111 }
112 }
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113

114 public static void removeNoise(String [] graphs,String trainset,String testset)
throws Exception{

115 N_GRAM_SIZE = getNGramSize(graphs[0]);
116 Log.label(”ClassifierFunctions”);
117 Log.println(”Starting...”);
118 loadGraphs(graphs);
119 createTrainTestARFFsNoNoise(trainset,testset);
120 }
121 private static void createTrainTestARFFsNoNoise(String trainset, String testset)

throws Exception {
122

123 String [] files = { trainset,testset};
124 Log.println(”Creating Train & Test ARFF files...”);
125 for (String filename : files){
126 String ARFFname = LabellingUtilities.ARFFLabelNoNoise(filename);
127 ARFFConstructor arff = new ARFFConstructor(ARFFname);
128 SerialTweet [] tweetList = (SerialTweet [] )

SerializationUtilities.loadSerializedObject(filename);
129

130 for (SerialTweet tweet : tweetList){
131 double [] values = calculateSimilarities(tweet.getText());
132 values[9] = tweet.getPolarity();
133 arff.add(values);
134 }
135 arff.export();
136 }
137 }
138 public static void discretizeARFFsOnly(String trainset,String testset){
139 Log.label(”ClassifierFunctions”);
140 Log.println(”Starting Discretization...”);
141 String discr_trainset = discretizeSimilarities(trainset);
142 Log.println(”Discretization of Train ARFF completed...”);
143 String discr_testset = discretizeSimilarities(testset);
144 Log.println(”Discretization of Test ARFF completed...”);
145 Log.println(”Completed Discretization...”);
146 }
147

148 private static String discretizeSimilarities(String original){
149 String ARFFname = ”error”;
150 try {
151 reader = new BufferedReader(new FileReader(original));
152 ARFFname = LabellingUtilities.ARFFDiscretizedLabel(original);
153 ARFFConstructor arff = new ARFFConstructor(ARFFname);
154 String line ;
155 do {
156 line = reader.readLine();
157 }while (!line.equals(”@data”));
158 while ((line = reader.readLine())!= null){
159 String [] tokens = line.split(”,”);
160 double [] values = new double[tokens.length];
161 for (int i = 0 ; i < tokens.length;i++){
162 values[i] = Double.parseDouble(tokens[i]);
163 }
164 double [] discrete = new double [values.length];
165 for (int i = 0 ; i < 6 ;i++){
166 discrete[i] = dsim(values[i],i,values[i+3],i+3);
167 }
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168 for (int i = 6 ; i < 9 ;i++){
169 discrete[i] = dsim(values[i-6],i-6,values[i],i);
170 }
171 discrete[9] = values[9];
172 arff.add(discrete);
173 }
174 arff.export();
175 reader.close();
176

177 } catch (IOException e) {
178 e.printStackTrace();
179 }
180 return ARFFname;
181 }
182 public static double [] fusionEnsemble(String trainset,String testset,int

norm,double weight , double distance,String [] classifiers) throws Exception {
183

184 loadTTInstances(trainset,testset);
185 classifierArray = new Classifier[classifiers.length];
186

187 int [] accuracy = new int [classifiers.length+1];
188 int [] pred = new int [classifiers.length];
189 double polarity = 0;
190

191 for (int i = 0 ; i < classifiers.length ; i++){
192 buildClassifier(LabellingUtilities.ARFFLabel(trainset),classifiers[i]);
193 classifierArray[i]= classifier;
194 }
195

196 Fuser fuser = new Fuser(3,weight,distance);
197 fuser.setTNorm(norm);
198

199 for (int i = 0; i < testInstances.numInstances(); i++) {
200 polarity = testInstances.instance(i).classValue();
201 for (int j = 0 ; j < classifierArray.length;j++){
202 pred[j] = (int) classifierArray[j].classifyInstance(testInstances.instance(i));
203 if (pred[j] == polarity){
204 accuracy[j]= accuracy[j]+1;
205 }
206 double[] probabilities =

classifierArray[j].distributionForInstance(testInstances.instance(i));
207 fuser.add(probabilities);
208 }
209 double prediction = fuser.combine();
210 if (prediction == polarity){
211 accuracy[classifiers.length]++;
212 }
213 double t = fuser.confidenceIndex();
214 }
215 double[] results = new double[accuracy.length];
216 for (int i = 0 ; i < results.length ; i++){
217 results[i] = 100*(double)accuracy[i]/testInstances.numInstances();
218 }
219 return results;
220 }
221

222 public static double [] calculateSimilarities(String document) throws Exception {
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223 DocumentNGramGraph tempGraph = new DocumentNGramHGraph(N_GRAM_SIZE, N_GRAM_SIZE,
N_GRAM_SIZE, 50);

224 tempGraph.setDataString(document); // create tweet graph and calculate similarities
225

226 GraphSimilarity negSimilarity = comparator.getSimilarityBetween(tempGraph,
negativeGraph);

227 GraphSimilarity neuSimilarity = comparator.getSimilarityBetween(tempGraph,
neutralGraph);

228 GraphSimilarity posSimilarity = comparator.getSimilarityBetween(tempGraph,
positiveGraph);

229

230 double[] values = new double[3*3+1];
231

232 values[0] = negSimilarity.ContainmentSimilarity;
233 values[1] = negSimilarity.ValueSimilarity/negSimilarity.SizeSimilarity;
234 values[2] = negSimilarity.ValueSimilarity;
235

236 values[3] = neuSimilarity.ContainmentSimilarity;
237 values[4] = neuSimilarity.ValueSimilarity/neuSimilarity.SizeSimilarity;
238 values[5] = neuSimilarity.ValueSimilarity;
239

240 values[6] = posSimilarity.ContainmentSimilarity;
241 values[7] = posSimilarity.ValueSimilarity/posSimilarity.SizeSimilarity;
242 values[8] = posSimilarity.ValueSimilarity;
243

244 values[9] = -1;
245

246 for (int i = 0 ; i < 9 ; i++){
247 // weka precision overflow fix
248 if (values[i] < 1E-6){
249 values[i] = 0;
250 }
251 }
252 return values;
253 }
254

255 public static double [] calculateProbabilities(String trainset,String testset,String
[] classifiers) throws Exception {

256 Log.label(”ClassifierFunctions”);
257 Log.println(”Loading Train & Test ARFFs...”);
258 loadTTInstances(trainset,testset);
259 classifierArray = new Classifier[classifiers.length];
260 int [] correct = new int [classifiers.length];
261

262 Log.println(”Building classifiers...”);
263 for (int i = 0 ; i < classifiers.length ; i++){
264 classifierArray[i]=buildTheClassifier(trainset,classifiers[i]);
265 }
266

267 for (int j = 0 ; j < classifierArray.length;j++){
268

269 String clfname = classifierName(classifiers[j]);
270 int ngram = getNGramSize(trainset);
271 Output output = new

Output(clfname,ngram,trainInstances.numInstances(),testInstances.numInstances());
272 String label = LabellingUtilities.outputLabel(trainset, classifiers[j]);
273 Log.println(”Calculating Probabilities for ”+clfname);
274
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275 for (int i = 0; i < trainInstances.numInstances(); i++) {
276 output.trainActualClass[i] = (int) trainInstances.instance(i).classValue();
277 output.trainProbs[i] =

classifierArray[j].distributionForInstance(trainInstances.instance(i));
278 }
279 for (int i = 0; i < testInstances.numInstances(); i++) {
280 int pol = (int) testInstances.instance(i).classValue();
281 output.testActualClass[i] = pol;
282 output.testProbs[i]

=classifierArray[j].distributionForInstance(testInstances.instance(i));
283 int prediction = (int)

classifierArray[j].classifyInstance(testInstances.instance(i));
284 if (prediction == pol){
285 correct[j] += 1 ;
286 }
287 }
288

289 SerializationUtilities.storeSerializedObject(output,label);
290 Log.println(”Stored output object...”);
291 }
292

293 double[] results = new double[classifiers.length];
294 for (int i = 0 ; i < results.length ; i++){
295 results[i] = 100*(double)correct[i]/testInstances.numInstances();
296 }
297 return results;
298 }
299

300 private static int getNGramSize(String filepath) {
301 String [] filename = filepath.split(Configurator.separator);
302 String [] tokens = filename[filename.length-1].split(”_”);
303 String tmp = tokens[tokens.length-3];
304 tmp = tmp.replace(”n”,””);
305 return Integer.parseInt(tmp);
306

307 }
308 private static String classifierName(String cname){
309 String [] wekapath = cname.split(”\\.”);
310 return wekapath[wekapath.length-1];
311 }
312

313 private static int dsim(double fvalue,int first,double svalue,int second){
314 int firstClass = polarityClass(first);
315 int secondClass = polarityClass(second);
316 double max = Math.max(fvalue,svalue);
317 if (fvalue == svalue)
318 return EQUAL;
319 else if (fvalue == max)
320 return firstClass;
321 return secondClass;
322 }
323

324 private static int polarityClass(int index){
325 int response = -1;
326 if ( index < 3)
327 response = NEGATIVE;
328 else if (index < 6)
329 response = NEUTRAL;
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330 else
331 response = POSITIVE;
332 return response;
333 }
334 }

Κώδικας Βʹ.3: Βασικές Λειτουρικότητες Κατασκευής, Εκπαίδευσης και Εξέτασης
Ταξινομητών

Οι ειτουρικότητες του Σήματος Ψηφοφορίας υοποιούνται μέσ της κάσης EnsembleVote.

1 public class EnsembleVote {
2 private double [] Wplurality;
3 private double [] Wsimple;
4 private double [] Wrescaled;
5 private double [] Wbestworst;
6 private int [] initial ;
7 private int N;
8

9 public EnsembleVote(int numInstances, int[] correct) {
10 Wplurality = new double[correct.length];
11 Wsimple = new double[correct.length];
12 Wrescaled = new double[correct.length];
13 Wbestworst = new double[correct.length];
14

15 initial = correct;
16 N = numInstances;
17 double sum = 0;
18

19 calculatePluralityWeights();
20 calculateSimpleWeigths();
21 calculateRescaledWeights();
22 calculateBestWorstWeights();
23 }
24 private void calculatePluralityWeights(){
25

26 double w = 1 / (double)initial.length;
27 for (int i = 0 ; i < Wplurality.length;i++){
28 Wplurality[i] = w;
29 }
30 }
31 private void calculateSimpleWeigths(){
32 int sum = 0;
33 for (int t : initial){
34 sum += t;
35 }
36 for (int i = 0 ; i < Wsimple.length ;i++){
37 double w = (double)initial[i]/(double)sum;
38 Wsimple[i] = w;
39 }
40 }
41 private void calculateRescaledWeights(){
42

43 double [] temp = new double[initial.length];
44 for (int i = 0 ; i < initial.length;i++){
45 int e = N - initial[i];
46 double nominator = 1.5 * e ;
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47 int denominator = N ;
48 double frac = 1 - (nominator/denominator);
49 temp[i] = Math.max(0, frac);
50 }
51 double sum = 0;
52 for (double t : temp){
53 sum += t;
54 }
55 for (int i = 0 ; i < Wrescaled.length ;i++){
56 double w = temp[i]/sum;
57 Wrescaled[i] = w;
58 }
59 }
60 private void calculateBestWorstWeights(){
61 int minValue = N;
62 int maxValue = 0;
63 for (int t : initial){
64 int error = N - t ;
65 if (minValue < error){
66 minValue = error;
67 }
68 if (maxValue > error){
69 maxValue = error;
70 }
71 }
72 // calculated max and min values of errors ;
73 double [] temp = new double[initial.length];
74 double [] squared = new double[initial.length];
75 for (int i = 0 ; i < initial.length;i++){
76 int e = N - initial[i];
77 int nominator = e - minValue;
78 double denominator = (double)maxValue - minValue;
79 double frac = nominator/denominator;
80 temp[i] = 1 - frac;
81 nominator = maxValue - e;
82 frac = nominator/denominator;
83 }
84 double sum = 0;
85 for (double t : temp){
86 sum += t;
87 }
88 for (int i = 0 ; i < Wbestworst.length ;i++){
89 double w = temp[i]/sum;
90 Wbestworst[i] = w;
91 }
92 }
93 private void calculateMajorityWeights(){
94 for (int i = 0 ; i < initial.length;i++){
95 double nominator = initial[i] / (double) N;
96 double denominator =1 -nominator;
97 double frac = nominator/denominator;
98 Wmajority[i] = Math.log10(frac);
99 }

100 }
101 public int [] calculate(int [] votes){
102 int [] results = new int[4];
103

104 results[0] = core(votes,Wplurality);
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105 results[1] = core(votes,Wsimple);
106 results[2] = core(votes,Wrescaled);
107 results[3] = core(votes,Wbestworst);
108

109 return results;
110 }
111 private int core (int [] votes,double [] matrix){
112 double [] results = {0,0,0};
113 for (int i = 0 ; i < votes.length ; i++){
114 results[votes[i]] += matrix[i];
115 }
116 double max = results[0];
117 int index = 0;
118 int i = 0;
119 for (double d :results){
120 if (d > max ){
121 max = d;
122 index = i;
123 }
124 i++;
125 }
126 return index;
127 }
128 }

Κώδικας Βʹ.4: Υοποίηση του Σήματος Ψηφοφορίας

Οι ειτουρικότητες του Σήματος Συνένσης υοποιούνται μέσ της κάσης Fuser.

1 package Fusion;
2 import java.math.BigDecimal;
3 import java.math.RoundingMode;
4 import java.util.ArrayList;
5

6 public class Fuser {
7

8 private FusionTNorm norm;
9 private FusionTNorm [] normlist;

10 private double [][] penalty;
11 private final int N ;
12 private ArrayList<Double []> vectorlist = new ArrayList<Double []>();
13 public double [][] array;
14 public double [][] Anorm;
15 private double W;
16 private double d;
17 private double [] distributionForClasses;
18 private double sum = 0;
19

20 public Fuser(int classNum,double weight,double distance) {
21 super();
22 // N : how many classes are defined (3 in our problem)
23 N = classNum;
24 array = new double[N+1][N+1];
25 penalty = new double [N+1][N+1];
26 distributionForClasses = new double[classNum];
27 W = weight;
28 d = distance;
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29 init();
30 }
31 // Initialise arrays : array(A),penalty
32 // Populate Tnorms 1 to 6
33 private void init(){
34 // create penalty matrix P
35 createPenaltyMatrix();
36 // initialise array A
37 resetArray(array);
38 // insert the 6 Tnorms
39 normlist = new FusionTNorm[6];
40 for (int i = 0 ; i < normlist.length ; i ++){
41 String className = ”Fusion.T”+(i+1);
42 try {
43 normlist[i] = (FusionTNorm) Class.forName(className).newInstance();
44 } catch (InstantiationException | IllegalAccessException
45 | ClassNotFoundException e) {
46 e.printStackTrace();
47 }
48 }
49 }
50 // Array A operation
51 public void resetArray(double[][] array2){
52 for (int i = 0 ; i < array2.length ; i++){
53 for (int j = 0 ; j < array2.length; j++){
54 array2[i][j] = 0 ;
55 }
56 }
57 }
58 //Vector I operations
59 public void add (double[] b){
60 Double [] fprob = new Double [b.length+1];
61 for (int i = 0 ; i < b.length;i++){
62 fprob[i] = b[i];
63 }
64 fprob[fprob.length-1] = 0.0;
65 vectorlist.add(fprob);
66 }
67 // Initialize Penalty Matrix P
68 private void createPenaltyMatrix(){
69 for (int i = 0 ; i < penalty.length -1;i++){
70 for (int j = 0 ; j < penalty.length -1; j++){
71 double temp = Math.pow(1 - W * Math.abs(i-j),d);
72 BigDecimal bd = new BigDecimal(temp).setScale(3, RoundingMode.HALF_EVEN);
73 temp = bd.doubleValue();
74 penalty[i][j] = Math.max(0, temp);
75 }
76 }
77 for (int i = 0 ; i < penalty.length;i++){
78 penalty[i][penalty.length-1] = 1 ;
79 }
80 for (int i = 0 ; i < penalty.length ; i++){
81 penalty[penalty.length-1][i] = 1 ;
82 }
83 }
84 private double [][] normalize(){
85 double [][] A = new double [N+1][N+1];
86 sum= 0;
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87 for (int i = 0 ; i < array.length;i++){
88 for (int j = 0 ; j < array.length ;j++){
89 sum += array[i][j];
90 }
91 }
92 for (int i = 0 ; i < array.length;i++){
93 for (int j = 0 ; j < array.length ;j++){
94 double temp = 0;
95 if (sum != 0){
96 temp = array[i][j] / sum;
97 }
98 A[i][j] = temp;
99 }

100 }
101 return A;
102 }
103 public double confidenceIndex(){
104 double index = 0 ;
105 for (int i = 0 ; i < Anorm.length ; i++){
106 for (int j = 0 ; j < Anorm.length ; j++){
107 index += Anorm[i][j]*penalty[i][j];
108 }
109 }
110 return index;
111 }
112 private void fuse(Double [] v1 , Double[] v2){
113 // Tnorm must be defined
114 for (int i = 0 ; i < v1.length ; i ++){
115 for (int j = 0 ; j < v2.length ; j++){
116 array[i][j] = outerproduct(v1[i],v2[j]);
117 }
118 }
119 }
120 private Double [] extract(){
121 Double [] vector = new Double[N+1];
122 for (int i = 0 ; i < array.length -1 ; i++){
123 vector[i] = array[i][i] + array[i][N]+array[N][i];
124 }
125 vector[vector.length-1] = array[N][N];
126 return vector;
127 }
128 private double outerproduct(Double a, Double b) {
129 return this.norm.calculate(a, b);
130 }
131 public void setTNorm(int i) {
132 this.norm = this.normlist[i-1];
133 }
134 private Double [] fifo(){
135 Double [] temp = this.vectorlist.get(0);
136 this.vectorlist.remove(0);
137 return temp;
138 }
139

140 public double combine(){
141 Double [] v1 = fifo();
142 Double [] v2 = fifo();
143 if (this.norm == null){
144 setTNorm(1);
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145 }
146 fuse(v1,v2);
147 Double [] v = extract() ;
148 while (!this.vectorlist.isEmpty()){
149 Double [] tmp = fifo();
150 fuse(tmp,v);
151 v = extract();
152 }
153 Anorm = normalize();
154 Double [] vector = new Double[v.length];
155 double max = -1.0;
156 // vector[v.length] is always 0.0
157 int index = v.length;
158 for (int i = 0 ; i < v.length ; i++){
159 double temp = 0;
160 if (sum != 0){
161 temp = v[i] / sum;
162 }
163 vector[i] = temp;
164 if (temp > max){
165 max = temp;
166 index = i;
167 }
168 }
169 this.vectorlist.removeAll(vectorlist);
170 return index;
171 }
172 public double[] getDistributionForClasses() {
173 return distributionForClasses;
174 }
175 }

Κώδικας Βʹ.5: Υοποίηση του Σήματος Συνένσης

Τέος, άρη στη διαπροσπεία FusionTnorm και το Strategy Design Pattern που εφαρ-
μόζει η κάση Fuser, υπάρει η δυνατότητα να επιέεται δυναμικά μία από τις 6 Τρι-
νικές Νόρμες που εξετάζουμε.

1 public interface FusionTNorm{
2 public double calculate(double a,double b);
3 }
4

5 public class T1 implements FusionTNorm {
6 public double calculate(double a, double b) {
7 return Math.max(0, a+b-1);
8 }
9 }

10

11 public class T2 implements FusionTNorm {
12 public double calculate(double a, double b) {
13 double t = Math.sqrt(a) + Math.sqrt(b)-1 ;
14 double result = Math.max(0,t);
15 return result*result;
16 }
17 }
18
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19 public class T3 implements FusionTNorm {
20 public double calculate(double a, double b) {
21 return a*b;
22 }
23 }
24

25 public class T4 implements FusionTNorm {
26 public double calculate(double a, double b) {
27 double temp = (1/Math.sqrt(a)) + (1/Math.sqrt(b)) -1;
28 return 1/Math.sqrt(temp);
29 }
30 }
31

32 public class T5 implements FusionTNorm {
33 public double calculate(double a, double b) {
34 double temp = 1/a +1/b -1;
35 return 1/temp;
36 }
37 }
38

39 public class T6 implements FusionTNorm {
40 public double calculate(double a, double b) {
41 return Math.min(a, b);
42 }
43 }

Κώδικας Βʹ.6: Ορισμός Διαπροσπίας Τρινικής Νόρμας και υοποίηση 6
διαφορετικών τύπν
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