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Περίληψη

Μια σηµαντική πρόκληση στην εποχή µας είναι η ταξινόµηση κειµένων σε ροές δεδοµένων υψηλής 
συχνότητας. Σε αυτήν την έρευνα, προτείνουµε ένα καινοτόµο και υψηλής ακρίβειας µοντέλο ταξινόµησης 
ροής κειµένου, που σχεδιάστηκε µε έναν ελαστικό κατανεµηµένο τρόπο και είναι ικανό να εξυπηρετεί έναν 
όγκο ροής δεδοµένων που παρουσιάζει διακυµάνσεις συχνότητας. Σε αυτό το µοντέλο ταξινόµησης, τα 
κείµενα αναπαριστώνται ως γράφοι Ν-γραµµάτων και η διαδικασία ταξινόµησης πραγµατοποιείται 
χρησιµοποιώντας τεχνικές προεπεξεργασίας κειµένων, µετρικές οµοιότητας γράφων και τεχνικές 
κατηγοριοποίησης διανυσµάτων, ακολουθώντας τo µοντέλο επιβλεπόµενης µηχανικής µάθησης.  
Η έρευνα µας περιλαµβάνει την ανάλυση πολλών παραλλαγών του προτεινόµενου µοντέλου και των 
παραµέτρων του, όπως διαφορετικές αναπαραστάσεις των κειµένων ως γράφοι Ν-γραµµάτων, µετρήσεις 
οµοιότητας γράφων και µέθοδοι κατηγοριοποίησης, ούτως ώστε στο τέλος να καταλήξουµε σε ένα µοντέλο 
που παράγει προβλέψεις µε υψηλή ακρίβεια. Δώσαµε ιδιαίτερη σηµασία στην αντιµετώπιση της κλιµάκωσης 
και αποκλιµάκωσης του φόρτου εισροής των κειµένων, της διαθεσιµότητας της υπηρεσίας που παράγει τις 
προβλέψεις και της έγκαιρης απόκρισης των προβλέψεων για αυτό χρησιµοποιήσαµε το µοντέλο 
προγραµµατισµού Beam. Στο µοντέλο προγραµµατισµού Beam, η διαδικασία κατηγοριοποίησης 
εµφανίζεται ως µια ακολουθία ξεχωριστών εργασιών και διευκολύνει την κατανεµηµένη υλοποίηση των πιο 
απαιτητικών εργασιών. Το προτεινόµενο µοντέλο και οι διάφορες παράµετροι που το συνθέτουν 
αξιολογούνται πειραµατικά και η ροή υψηλής συχνότητας εξοµοιώνεται µε τη χρήση διαδεδοµένων 
συνόλων δεδοµένων, που χρησιµοποιούνται στη βιβλιογραφία για εφαρµογές ταξινόµησης κειµένων. 
Το µοντέλο που προτείνουµε εκτείνεται σε πολλά ερευνητικά πεδία και αξίζει να αναφέρουµε 
επιγραµµατικά το κάθε ένα, πώς σχετίζονται µε την εργασία µας. Η κατηγοριοποίηση κειµένων είναι ένα 
ερευνητικό θέµα που έγκειται στα επιστηµονικά πεδία της µηχανικής µάθησης και της φυσικής 
επεξεργασίας γλώσσας, η ροή κειµένων κυµαινόµενης υψηλής συχνότητας  ανήκει στο πεδίο των µεγάλων 
δεδοµένων. Τα µεγάλα δεδοµένα για να εξυπηρετηθούν χρειάζονται υπολογιστικές υποδοµές που 
προτείνονται από το επιστηµονικό πεδίο των υπολογιστικών νεφών. Τέλος, οι εφαρµογές της 
κατηγοριοποίησης κειµένων στην παρούσα έρευνα θα χρησιµοποιηθεί για να επιλύσουν προβλήµατα του 
πεδίου των µέσων κοινωνικής δικτύωσης. 
Θα ξεκινήσουµε µε το να παρουσιάσουµε πώς οι τεχνικές επεξεργασίας φυσικής γλώσσας χρησιµοποιούνται 
για την κατηγοριοποίηση, την συσταδοποίηση και την ανάκτηση κειµένων. Οι τεχνικές θα παρουσιαστούν 
µε χρονολογική σειρά µε σκοπό να φανεί η εξέλιξη της σκέψης των ερευνητών και πώς η κάθε τεχνική που 
προτείνεται έρχεται να επιλύσει προβλήµατα ή να βελτιώσει τις προηγούµενες. Θα συνεχίσουµε µε το να 
παρουσιάσουµε τις ιδιότητες που πρέπει να πληροί µια κατηγοριοποίηση ή συσταδοποίηση για να θεωρείται 
καλή, καθώς και ένα σύνολο από µετρικές που ποσοτικοποιούν την ακρίβεια µιας κατηγοριοποίησης 
σύµφωνα µε αυτές τις ιδιότητες. Θα παρουσιαστεί η µέθοδος διεξαγωγής πειραµάτων κατηγοριοποίησης, 
που εφαρµόζουν αυτές τις µετρικές, η οποία θα είναι η µέθοδος αξιολόγησης που θα χρησιµοποιηθεί σε όλα 
τα πειραµατικά σύνολα που θα παρουσιάσουµε στις επόµενες ενότητες. 
Θα παρουσιαστούν σε δύο διαφορετικές ενότητες, µια µέθοδος κατηγοριοποίησης κειµένων και µια 
συσταδοποίησης, που κάνουν χρήση του µοντέλου αναπαράστασης γράφων Ν-γραµµάτων. Μια σειρά από 
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προβλήµατα του χώρου των µέσων κοινωνικών δικτύων, θα παρουσιαστούν σε συνδυασµό µε 
αντιπροσωπευτικές µεθόδους που χρησιµοποιούνται για την επίλυσή τους. Θα προτείνουµε την µέθοδο µε 
την οποία το µοντέλο κατηγοριοποίησης κειµένων εφαρµόζεται, θα το επιβεβαιώσουµε και θα το 
αξιολογήσουµε πειραµατικά και θα δούµε πως πολλές φορές ξεπερνάει σε ακρίβεια άλλες µεθόδους που 
χρησιµοποιούνται. Οι εφαρµογές του χώρου των µέσων κοινωνικών δικτύων όπου θα εφαρµοστεί το 
µοντέλο που προτείνουµε είναι η αναγνώριση κοινοτήτων, αναγνώριση γεγονότων, συναισθηµατική 
ανάλυση και τα συστήµατα συστάσεων. 

Λέξεις κλειδιά:  κατηγοριοποίηση κειµένων, συσταδοποίηση κειµένων, ροή κειµένων, γράφοι Ν-
γραµµάτων, BEAM, υπολογιστικό νέφος, ανάλυση κοινωνικών δικτύων, συναισθηµατική ανάλυση, 
αναγνώριση κοινοτήτων, αναγνώριση γεγονότων, συστήµατα συστάσεων 
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Abstract


A prominent challenge in our information age is the classification over high frequency data streams. In this 
research, we propose an innovative and high-accurate text stream classification model that is designed in an 
elastic distributed way and is capable to service text load with fluctuated frequency. In this classification 
model, text is represented as N-Gram Graphs and the classification process takes place using text 
preprocessing, graph similarity and feature classification techniques following the supervised machine 
learning approach.  

The work involves the analysis of many variations of the proposed model and its parameters, such as various 
representations of text as N-Gram Graphs, graph comparisons metrics and classification methods in order to 
conclude to the most accurate setup. To deal with the scalability, the availability and the timely response in 
case of high frequency text we employ the Beam programming model. Using the Beam programming model 
the classification process occurs as a sequence of distinct tasks and facilitates the distributed implementation 
of the most computational demanding tasks of the inference stage. The proposed model and the various 
parameters that constitute it are evaluated experimentally and the high frequency stream emulated using 
many datasets that are commonly used in the literature for text classification. 

The model we propose extends to many research fields and it is worth mentioning each of them how they 
relate to our work. Text categorisation is a research topic that lies in the scientific fields of machine learning 
and natural language processing, high frequency data streams belongs to the field of big data. To service big 
data in an efficient and efficacy way we need computer infrastructures proposed by the scientific field of 
cloud computing. Finally, the text categorisation applications will be used to solve challenges in the 
discipline of  social network analysis. 

We discuss how natural language processing techniques are used to categorise, cluster and retrieve texts. The 
techniques will be presented in chronological order in order to show the evolution of researchers' approaches 
and how each technique proposed comes to solve problems or improve the previous ones. We present the 
properties that a categorisation or clustering must meet to be considered good as well as a set of metrics that 
quantify the accuracy of a categorisation according to these properties. We also present a method of 
conducting categorisation experiments applying these metrics. This method will be the evaluation method to 
be used in all the experimental sets that we will present in the following sections. 

A method of text categorisation and a text clustering that use the N-Gram graph representation model are 
presented in two different sections. A number of social networking topics are presented and we propose that 
the text categorisation model which use the representation model of N-Gram graph provides efficient 
solutions. We evaluate our model experimentally and we see that many times it overcomes other state of the 
art methods. The social networking applications where the proposed model is applied are topics community 
detection, event detection, sentiment analysis, and recommendation systems. 

Keywords: Text classification, Text clustering Text streaming, N-gram graph, Beam, Cloud Computing, 
social media analytics, sentiment analysis, communities detection, event detection, recommendation system  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1. Εισαγωγή


Η ταξινόµηση κειµένων είναι µια εποπτευόµενη τεχνική µηχανικής εκµάθησης που χρησιµοποιείται συχνά 
στο πλαίσιο πολλών εφαρµογών, όπως η ανίχνευση γεγονότων [1] και η συναισθηµατική ανάλυση [2]. Τα 
µοντέλα γνώσης βασίζονται σε δεδοµένα µε τα οποία εκπαιδεύτηκαν για τη λήψη αποφάσεων σχετικά µε 
την κατηγοριοποίηση νεοαφιχθέντων κειµένων. Οι ροές κειµένου συνήθως περιλαµβάνουν συνεχόµενα 
κείµενα µικρού µεγέθους, τα οποία µπορούν να αποστέλλονται ταυτόχρονα ή µε υψηλή συχνότητα σε µια 
υπηρεσία  η οποία εκτελεί συνεχή επεξεργασία σε µικρό χρόνο απόκρισης. Σε αυτό το πλαίσιο, η 
κατηγοριοποίηση κειµένων από ένα σηµείο εξυπηρέτησης υπό πραγµατικές απαιτήσεις χρόνου, µπορεί να 
προκαλέσει προβλήµατα συµφόρησης, που θα έχουν συνέπειες στην διαθεσιµότητα της υπηρεσίας και την 
ακρίβεια των προβλέψεων. Για να ξεπεράσουµε αυτές τις δυσκολίες χρησιµοποιούµε ελαστικά 
κατανεµηµένες υπολογιστικές υποδοµές, νέα µοντέλα αναπαράστασης δεδοµένων και εξετάζουµε 
καινοτόµους αλγόριθµους κατηγοριοποίησης [3] σε αντίθεση µε τις παραδοσιακές προσεγγίσεις που 
βασίζονται σε σύνολα δεδοµένων σταθερού µεγέθους. 

Η πλειονότητα των εφαρµογών που επεξεργάζονται ροές κειµένου υπόκεινται στους ακόλουθους τέσσερις 
βασικούς περιορισµούς: τα δεδοµένα επεξεργάζονται µία φορά, η απόκριση γίνεται σε πραγµατικό χρόνο, 
υπάρχει αυστηρός περιορισµός στους διαθέσιµους υπολογιστικούς πόρους και τα θέµατα που 
διαπραγµατεύονται τα κείµενα εξελίσσονται συναρτήσει του χρόνου [4]. Η θεµατική εξέλιξη των κειµένων 
που επεξεργαζόµαστε έχει τραβήξει την προσοχή των ερευνητών και πολλά µοντέλα έχουν προταθεί για την 
αντιµετώπισή τους [5]. Σε αυτή την έρευνα προτείνουµε µια µέθοδο κατηγοριοποίησης ροής κειµένων που 
χρησιµοποιεί το µοντέλο αναπαράστασης γράφων Ν-γραµµάτων και σχεδιάστηκε µε ένα κλιµακούµενο, 
ασύγχρονο και αξιόπιστο τρόπο χρησιµοποιώντας το προγραµµατιστικό µοντέλο Beam [6] και παρέχει 
προβλέψεις υψηλής ακρίβειας, σε πραγµατικό χρόνο. 

Οι περισσότεροι αλγόριθµοι ταξινόµησης κειµένου χρησιµοποιούν το µοντέλο του σάκου λέξεων σε 
συνδυασµό µε µοντέλα πιθανοτήτων Bayes [7], νευρωνικά δίκτυα [8] και τεχνικές που περιλαµβάνουν 
πολλών διαστάσεων υπερεπίπεδα [9]. Ένα διαφορετικό µοντέλο αναπαράστασης για τις ανάγκες 
ταξινόµησης κειµένου είναι οι γράφοι Ν-γραµµάτων (ΓΝΓ). Σε αυτές τις αναπαραστάσεις µε γράφους, ένας 
κόµβος αντιπροσωπεύει ένα Ν-γραµµα που υπάρχει στο αρχικό κείµενο και µια ακµή συνδέει τα γειτονικά 
N-γράµµατα. Η συχνότητα γειτνίασης των Ν-γραµµάτων µπορεί να αναπαρίσταται ως βάρη στις ακµές των 
γράφων. Η απεικόνιση κειµένων µε το προτεινόµενο µοντέλο αναπαράστασης επιτρέπει την ανάδειξη 
σηµαντικών χαρακτηριστικών του κειµένου που υπερβαίνουν τα χαρακτηριστικά που προσφέρει ένα σύνολο 
λέξεων και γραµµατικών κανόνων. Συγκρίνοντας γράφους Ν-γραµµάτων είµαστε σε θέση να εντοπίσουµε 
παρόµοια κείµενα ή την θεµατική κατηγορία στην οποία ανήκουν. 

Για να βρούµε το µοντέλο που παράγει προβλέψεις µε την καλύτερη ακρίβεια εξετάζουµε πολλές 
παραµέτρους και παραλλαγές όπως την χρήση γράφων µε βάρη στης ακµές ή χωρίς βάρη, διάφορες τάξεις 
Ν-γραµµάτων που κυµαίνονται από δύο έως δέκα, τεχνικές προεπεξεργασίας κειµένου, µετρικές οµοιότητας 
γράφων και κατηγοριοποίησης διανυσµάτων. Επιπλέον, προκειµένου να διασφαλιστεί ότι ελαχιστοποιούνται 
οι εξαρτήσεις µεταξύ των διαφόρων σταδίων του µοντέλου πρόβλεψης έχει γίνει ένας σχεδιασµός, έτσι ώστε 
τα στάδια επεξεργασίας να είναι διακριτά και να λειτουργούν µε έναν κατανεµηµένο, ασύγχρονο και 
κλιµακούµενο τρόπο. 

Το µοντέλο κατηγοριοποίησης κειµένων µε γράφους Ν-γραµµάτων συνδυάζει τα οφέλη της ευελιξίας των 
Ν-γραµµάτων µε την καλά δοµηµένη αναπαράσταση των κατευθυνόµενων γράφων. Κάθε εξαγόµενη 
αλληλουχία γραµµάτων από ένα κείµενο µπορεί να αναπαρασταθεί ως ένα Ν-γραµµα και η σχέση αυτών 
των N-γραµµάτων µπορεί να αποδοθεί χρησιµοποιώντας ένα γράφο. Το πρόβληµα κατάταξης κειµένων 
µπορεί να αναχθεί σε µια θεωρία γράφων και ένα πρόβληµα αντιστοίχισης µοτίβων. Η χρήση του µοντέλου 
ΓΝΓ ξεπερνά κάποιους σηµαντικούς περιορισµούς του µοντέλου σάκου λέξεων, όπως η διάταξη λέξεων [10] 
και η ορθογραφία [11]. Η αναπαράσταση κειµένων µε γράφους N-γραµµάτων και η σύγκριση µεταξύ τους 
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µειώνει τις διαστάσεις του χώρου του προβλήµατος κατηγοριοποίησης και ως εκ τούτου µειώνει και την 
πολυπλοκότητα της µεθόδου. 

Η έρευνα αυτή έχει δύο βασικούς στόχους: αφενός να προτείνει µια καινοτόµο και υψηλής ακρίβειας 
τεχνική κατηγοριοποίησης κειµένων και αφετέρου να προτείνει µια κατανεµηµένη σχεδίαση του µοντέλου 
που να προσφέρει την δυνατότητα επεξεργασίας και πρόβλεψης ροής κειµένων σε πραγµατικό χρόνο. 
Πραγµατοποιήσαµε την πειραµατική αξιολόγηση στα 20NewsGroup και Reuters-21578, τα οποία είναι δύο 
από τα πιο ευρέως χρησιµοποιούµενα σύνολα δεδοµένων κατηγοριοποίησης κειµένων. Αυτά τα σύνολα 
δεδοµένων µετατράπηκαν σε ροή κειµένου χρησιµοποιώντας το µοντέλο pub / sub [12] και δόθηκαν ως 
είσοδο στο µοντέλο µας. Τα πειραµατικά αποτελέσµατα επιβεβαίωσαν την αποτελεσµατικότητα του 
θεωρητικά προτεινόµενου µοντέλου. Χρησιµοποιήσαµε την δεκαπλή-αναδιπλώσεων διασταυρούµενη 
αξιολόγηση (10-fold cross validation) σε συνδυασµό µε τις Μίκρο και Μάκρο µετρήσεις αξιολόγησης 
(Micro and Macro evaluation metrics) για να δείξουµε την ακρίβεια της πρόβλεψης των κατηγοριών. Τα 
αποτελέσµατα δείχνουν ότι το προτεινόµενο µοντέλο είναι πρακτικό, αποτελεσµατικό και σε πολλές 
περιπτώσεις υπερβαίνει τις άλλες µεθόδους κατηγοριοποίησης κειµένων. 
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2. Τεχνικές Φυσικής Επεξεργασίας Κειμένων 


Η έρευνά µας έγκειται στο επιστηµονικό πεδίο της φυσικής επεξεργασίας κειµένων. Θεωρούµε σηµαντικό  
πριν παρουσιάσουµε την κατηγοριοποίηση (classification) και συσταδοποίηση (clustering) κειµένων µε το 
µοντέλο αναπαράστασης γράφων Ν-γραµµάτων, για λόγους πληρότητας και καλύτερης κατανόησης να γίνει 
µια ανασκόπηση στις βασικές µεθόδους που έχουν προταθεί για την αυτοµατοποιηµένη κατηγοριοποίηση 
και ανάκτηση κειµένων. Η παρουσίαση ακολουθεί µια χρονολογική σειρά και έχει σκοπό να δείξει όχι µόνο 
τα χαρακτηριστικά κάθε µοντέλου αλλά και τον τρόπο που εξελίχθηκε η σκέψη των ερευνητών αυτού του 
συγκεκριµένου πεδίου. 

2.1.Εισαγωγή στις Τεχνικές Φυσικής Επεξεργασίας Κειμένων


Με την εξάπλωση του Internet και την δυνατότητα αποθήκευσης τεράστιου πλήθους κειµένων σε 
κατανεµηµένα υπολογιστικά συστήµατα, έχει προκύψει επιτακτική η ανάγκη εύρεσης µεθόδων που µπορούν 
να διαχειρίζονται την µεγάλη ποσότητα πληροφορίας που παράγεται συνεχώς. 

Η αυτοµατοποιηµένη κατανόηση κειµένων αφορά ένα µεγάλο εύρος εφαρµογών από ψηφιακές συλλογές 
κειµένων, που κατηγοριοποιούν τα αρχεία τους, έως τις πιο σύγχρονες εφαρµογές των µέσων κοινωνικών 
δικτύων που ανιχνεύουν τις θεµατικές κοινότητες των µελών τους µε βάση τα κείµενα που γράφουν και 
διαβάζουν. 

Οι επιστηµονικοί κλάδοι της ανάκτησης πληροφορίας και της φυσικής επεξεργασίας γλώσσας έρχονται να 
µας δώσουν συγκεκριµένα εργαλεία που χρησιµοποιούνται για να οργανώσουµε το µεγάλο πλήθος κειµένων 
που παράγονται συνεχώς. 

Στην παρούσα µελέτη θα δούµε τέσσερις µεθόδους που χρησιµοποιούν µαθηµατικά µοντέλα, στατιστικά ή 
γραµµικής άλγεβρας, για να επεξεργάζονται συλλογές κειµένων συναρτήσει των λέξεων που περιέχει κάθε 
κείµενο. 

Ο πρώτος στόχος που έχουµε είναι να µπορέσουµε κάθε κείµενο να το αναγάγουµε σε κάποιες µεταβλητές 
που συσχετίζονται έµµεσα ή άµεσα µε τις λέξεις που περιέχει. Αυτές οι µεταβλητές θα µπορούσαν επίσης να 
χρησιµοποιηθούν για να δεικτοδοτήσουν τα κείµενα. 

Η κατηγοριοποίηση ή συσταδοποίηση των κειµένων είναι ο δεύτερος µας στόχος. Κείµενα που 
διαπραγµατεύονται παρόµοια θέµατα θα πρέπει να βρίσκονται µαζί στην ίδια κλάση ενώ κείµενα που 
διαπραγµατεύονται διαφορετικά θέµατα να είναι σε διαφορετικές κλάσεις. Αναλόγως µε τις ανάγκες της 
εφαρµογής που έχουµε να υλοποιήσουµε, µπορούµε να έχουµε κείµενα που ανήκουν σε µία µόνο κατηγορία, 
σκληρή κατηγοριοποίηση (hard classification), ή κείµενα που ανήκουν σε περισσότερες από µία κατηγορίες, 
µε ένα ποσοστό συµµετοχής σε κάθε µία, µαλακή κατηγοριοποίηση (soft classification).  

Τελευταίος µας στόχος είναι, θέτοντας µια λεκτική ερώτηση, το σύστηµα µας να είναι σε θέση να µπορεί να 
ανακτά τα κείµενα, που σε µεγαλύτερο ποσοστό ταιριάζουν και απαντούν σωστά σε αυτή την ερώτηση.  

Παρακάτω παρουσιάζουµε αναλυτικά και µε χρονολογική σειρά τα µοντέλα που αποτέλεσαν σταθµό στην 
επίτευξη των παραπάνω στόχων. 
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2.2.Μοντέλο Διανυσματικού Χώρου 


To µοντέλο διανυσµατικού χώρου (Vector Space Model VSM) [13] παρουσιάστηκε το 1975 και είναι ένα 
αλγεβρικό µοντέλο που αναπαριστά κείµενα ή γενικά οπουδήποτε είδους αντικείµενα µε την µορφή 
διανυσµάτων.  Το VSM µπορεί να χρησιµοποιηθεί για να καλύψει ένα µεγάλο εύρος αναγκών, όπως την 
συσταδοποίηση κειµένων (document clustering), το φιλτράρισµα πληροφορίας (information filtering), την 
ανάκτηση πληροφοριών (information retrieval) και τα αυτοµατοποιηµένα ευρετήρια (automatic indexing).  

Η κεντρική ιδέα είναι η ακόλουθη. Αρχικά αναπαριστούµε κάθε κείµενο ως ένα διάνυσµα µέσα σ’ ένα 
διανυσµατικό χώρο. Έπειτα συγκρίνοντας δύο διανύσµατα είµαστε σε θέση να ξέρουµε κατά πόσο τα δυο 
αρχικά κείµενα που ανταποκρίνονται σ’ αυτά τα διανύσµατα είναι όµοια ή όχι. Όταν λέµε όµοια, εννοούµε 
σε τι ποσοστό διαπραγµατεύονται παρόµοια θέµατα. Αν έχουµε µια συλλογή από n κείµενα που 
αναπαρίστανται µε τα αντίστοιχα τους διανύσµατα και µια αίτηση αναζήτησης, το διάνυσµα κείµενου που 
έχει υψηλότερη οµοιότητα µε το διάνυσµα της αίτησης, αναµένουµε να είναι η απάντηση στην αναζήτηση. 

2.2.1.Απλή διανυσματική αναπαράσταση κειμένων

Κάθε κείµενο µπορεί να αναπαρασταθεί µε την µορφή ενός διανύσµατος µε την εξής διαδικασία. Αν το 

πλήθος των όρων B   που µας ενδιαφέρει  σ’ ένα κείµενο B  είναι t, τότε κάθε κείµενο θα είναι ένα 
διάνυσµα, που σε κάθε διάσταση του βάζουµε το πλήθος των φορών που υπάρχει ο όρος αυτός µέσα στο 
αρχικό κείµενο, όπως φαίνεται στην εξίσωση 2.1 

Συνήθως ως όρος χρησιµοποιείται µια λέξη αλλά θα µπορούσε να είναι και µια ολόκληρη φράση. Ο τρόπος 
κατασκευής των διανυσµάτων που περιγράψαµε δεν είναι ο καλύτερος, αλλά είναι ικανοποιητικός για να 
κατανοήσουµε αρχικά την διαδικασία. Πιο αποδοτικά διανυσµατικά µοντέλα αναπαράστασης, βασίζονται 
στην αρχή ότι η απόσταση όλων των διανυσµάτων που δεν µας ενδιαφέρουν, είναι όσο το δυνατό πιο 
µακριά από το διάνυσµα που µας ενδιαφέρει. Τέτοιες µεθόδους θα περιγράψουµε στην παράγραφο 2.3 

2.2.2.Σύγκριση διανυσμάτων

Μετά την αναπαράσταση των κειµένων σε διανυσµατική µορφή, µας ενδιαφέρει να βρούµε µια µετρική 
σχέση που να µπορεί να ποσοτικοποιήσει την οµοιότητα µεταξύ δύο διανυσµάτων και των αντίστοιχων 
κειµένων τους. Η εξίσωση 2.2 που ακολουθεί δηλώνει τον βαθµό οµοιότητας δύο διανυσµάτων. 

Όπου B  είναι το εσωτερικό γινόµενο των διανυσµάτων B  και q. B  είναι η νόρµα του διανύσµατος q. 
Ως γνωστό το συνηµίτονο παίρνει τιµές µεταξύ του -1 και του 1. Λόγω του ότι όλες οι  διαστάσεις των 
διανυσµάτων είναι θετικές, αφού δηλώνουν πλήθος φορών που εµφανίστηκε ένα όρος, το αποτέλεσµα θα 
κυµαίνεται µεταξύ του 0 και του 1 µε 0 να δηλώνει ότι τα δύο διανύσµατα δεν έχουν τίποτα κοινό και 1 ότι 
τα δύο διανύσµατα συµπίπτουν. 

2.2.3.Σύνθετες διανυσματικές αναπαραστάσεις κειμένων

Στην παράγραφό 2.1 παρουσιάσαµε µια µέθοδο για να αναπαριστούµε ένα κείµενο µε την µορφή 
διανύσµατος, απλώς εκχωρώντας σε κάθε διάσταση του διανύσµατος το πλήθος των φορών που 

wj,i di

d2 · q d2 q
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di = (w1,i, w2,i, …,  wt,i)   (2.1)

cosθ =
d2 · q

d2 · q
 (2.2)



συναντήσαµε έναν όρο. Σε αυτή την µέθοδο µπορούµε να εντοπίσουµε αδυναµίες, όπως του ότι είναι 
αναµενόµενο, κείµενα µεγαλύτερου µεγέθους να επαναλαµβάνουν περισσότερες φορές έναν όρο, από ότι 
κείµενα µικρότερου µεγέθους. Ή ότι µπορεί κάποιος όρος να υπάρχει σε όλα τα κείµενα οπότε η συνεισφορά 
του στην µετρική σύγκρισης να µην προσφέρει χρήσιµη πληροφορία. Καθώς θα προσπαθούµε να λύσουµε 
αυτά τα προβλήµατα στις επόµενες παραγράφους, θα διαπιστώσουµε ότι βελτιώνοντας τον συντελεστή 
σωστής ανάκτησης κειµένων, µειώνουµε την πυκνότητα απεικόνισης των διανυσµάτων των κειµένων στον 
διανυσµατικό χώρο. 

Ξεκινάµε µε την άποψη ότι δύο κείµενα µε παρόµοιους όρους αναπαρίστανται από διανύσµατα πολύ κοντά 
το ένα στο άλλο και ότι η απόσταση µεταξύ δύο κειµένων στον διανυσµατικό χώρο είναι αντιστρόφως 
ανάλογη µε την οµοιότητα των διανυσµάτων τους. Όπως καταλαβαίνουµε, ένας ιδανικός διανυσµατικός 
χώρος κειµένων θα έχει κοντά ως συστάδες τα κείµενα που διαπραγµατεύονται παρόµοια θέµατα και µακριά 
αναµεταξύ τους τα κείµενα που διαπραγµατεύονται διαφορετικά θέµατα. Από την άλλη πλευρά, θα 
προτιµούσαµε τα κείµενα της συλλογής να αναπαρίστανται όσο το δυνατό πιο µακριά το ένα από το άλλο, 
ούτως ώστε όταν θα γίνει κάποιο ερώτηµα να ανακτηθεί το σωστό κείµενο και να µειωθεί η πιθανότητα 
ανάκτησης κάποιου άλλου γειτονικού κειµένου. Αυτή η έννοια µπορεί να ποσοτικοποιηθεί µέσω της 
εξίσωσης 2.3 

Όπου το B  δηλώνει την οµοιότητα µεταξύ των κειµένων i και j. Ο υπολογισµός της εξίσωσης 2.3 

έχει πολυπλοκότητα της τάξης του B  όπου n είναι το πλήθος των κειµένων. Μια µικρότερης 
πολυπλοκότητας εξίσωση είναι η 2.4 

Όπου το B  είναι το κεντρικό centroid του διανυσµατικού χώρου των κειµένων και υπολογίζεται από τα 
centroid κάθε cluster των διανυσµάτων που προκύπτουν από την εξίσωση 2.5 

 

Η εξίσωση 2.4 έχει πολυπλοκότητα τάξης n. 

Η πρώτη βελτίωση για την αναπαράσταση των διανυσµάτων των κειµένων που µπορεί να γίνει, είναι αν σε 
κάθε διάσταση του διανύσµατος βάλουµε αντί για το πόσες φορές συναντήθηκε ο όρος B  το πόσες φορές 
συναντήθηκε ο όρος δια του πόσους όρους είχε το κείµενο. Αυτό τον όρο θα τον συµβολίσουµε µε B  όπου k 
ο όρος και i το κείµενο 

Μια δεύτερη βελτίωση της διανυσµατικής αναπαράστασης των κειµένων, µπορεί να πραγµατοποιηθεί, αν σε 
κάθε διάσταση του διανύσµατος κειµένου, βάλουµε το γινόµενο του B  µε έναν όρο που να δηλώνει τον 
αντίστροφο του σε πόσα κείµενα της συλλογής συναντήθηκε ο όρος αυτός. Ο όρος αυτός συµβολίζεται µε 
B  και δίνεται από την εξίσωση 2.6 

 

S(Di, Dj)
n2
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i
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F =
∑n

i=1 ∑n
j=1 S(Di, Dj)

i ≠ j
 (2.3)

Q =
n

∑
i=1

S(C*, Di)  (2.4)

cj =
1
m

m

∑
i = 1
Di ∈ K

dij  (2.5)

IDFk = log
|D |

|{d′� ∈ D k ∈ d′�} |
  (2.6)



Όπου |D| είναι το πλήθος των κειµένων και B  είναι ο αριθµός των κειµένων που περιέχουν 
τον όρο k.  

Εν τέλει σε κάθε διάσταση του διανύσµατος κειµένου βάζουµε το γινόµενο B . Η ερµηνεία αυτού του 
γινοµένου είναι ότι οι διαστάσεις του διανύσµατος κειµένου θα έχουν µεγάλη τιµή όταν ο όρος στον οποίον 
αντιστοιχούν υπάρχει πολλές φορές σε αυτό το κείµενο, αλλά υπάρχουν λίγα κείµενα στην συλλογή 
κειµένων που τον έχουν. Παράδειγµα αν η λέξη “µήλο” υπάρχει 10 φορές στο κείµενο i και κανένα άλλο 
κείµενο πλην του i δεν έχει την λέξη “µήλο”, τότε θα έχουµε υψηλό συντελεστή βάρους στην διάσταση 
αυτή, αν από την άλλη η λέξη “και” υπάρχει 50 φορές στο κείµενο i και υπάρχει σε άλλα 200 κείµενα από τα 
205 της συλλογής κειµένων θα έχει µικρότερο συντελεστή βάρους. 

Όταν κάνουµε χρήση του όρου B , παρατηρούµε ότι γενικώς η πυκνότητα των διανυσµάτων 
µειώνεται σε σχέση µε το αν κάναµε χρήση µόνο του όρου B , αλλά παρατηρείται µεγαλύτερη µείωση της 
πυκνότητας µεταξύ των κέντρων των συστάδων και µικρότερη µείωση της πυκνότητας των διανυσµάτων 
κειµένων µέσα στις συστάδες. Οπότε αναλογικά έχουµε µεγαλύτερη διαφορά µεταξύ της πυκνότητας των 
διανυσµάτων κειµένων που διαπραγµατεύονται παρόµοια θέµατα, από τα διανύσµατα πυκνότητας θεµάτων 
που διαπραγµατεύονται διαφορετικά θέµατα και αυτό αντικατοπτρίζεται στις τιµές ακρίβειας (precision) και  
ανάκλησης (recall) [14] σε πειράµατα που έχουνε γίνει [13]. 

Τα κείµενα µέσα στις συστάδες µοιάζουν λιγότερο αναµεταξύ τους. Το ίδιο και τα κέντρα των συστάδων 
µοιάζουν λιγότερο αναµεταξύ τους. Ωστόσο η διασπορά των συστάδων αναµεταξύ τους είναι αναλογικά 
µεγαλύτερη από την διασπορά των κειµένων µέσα στις συστάδες και αυτό αιτιολογεί την βελτίωση του 
precision και του recall. 

Από την άλλη αν δεν πολλαπλασιάσαµε µε τον όρο B  αλλά διαιρούσαµε, η πυκνότητα των διανυσµάτων 
στον χώρο θα µεγάλωνε και το precision και το recall θα µειωνόταν.  

Προτάθηκαν και άλλες µέθοδοι για να απεικονίσουµε τα διανύσµατα στον χώρο, όπου όλες επιβεβαίωναν 
ότι όσο µικραίνει η πυκνότητα των διανυσµάτων των κειµένων, τόσο αυξάνει το precision και το recall. Μια 
από αυτές είναι να πολλαπλασιάσουµε το βάρος κάθε όρου k µέσα σε κάθε συστάδα j  µε ένα παράγοντα 
B  όπου B  και  

                                                      <CF(k)>  = 

Το NC(k) δηλώνει τον αριθµό των συστάδων όπου υπάρχει ο όρος k και το CF(k,j) δηλώνει τον αριθµό των 
κειµένων στο cluster j που υπάρχει ο όρος k και p o αριθµός των cluster. Να διευκρινίσουµε ότι κάθε cluster 
έχει άλλη τιµή για B , οπότε είναι διαφορετικός ο παράγοντας B . Αν από την άλλη δεν 
πολλαπλασιάζαµε µε το B , αλλά διαιρούσαµε, το precision και το recall θα µειωνόταν. 

Η τελευταία βελτίωση της µεθόδου που θα διαπραγµατευθούµε, βασίζεται στην ιδέα, ότι κάποιοι όροι µέσα 
στα κείµενα, έχουν την δυνατότητα να αυξάνουν την ανοµοιότητα µεταξύ των κειµένων, οπότε τα 
διανύσµατα των κειµένων, βρίσκονται πιο µακριά αναµεταξύ τους. Από την άλλη, κάποιοι όροι έχουν την 
ιδιότητα να µειώνουν την ανοµοιότητα των κειµένων, µε αποτέλεσµα να αυξάνουν την πυκνότητα 

|{d′� ∈ D k ∈ d′�}

f k
i ⋅ IDFk

f k
i ⋅ IDFk

f k
i

IDFk

F1 · F2 F2 = 1/NC(k)

F1 F1 · F2
F1 · F2
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F1 = < CF(k) > − CF(k , j)  (2.7)

1/p
p

∑
j=1

CF(k , j) (2.8)



διασποράς των διανυσµάτων κειµένων µέσα στον χώρο. Αφαιρώντας τους όρους που αυξάνουν την 
πυκνότητα διασποράς από τα κείµενα αναµένουµε να αυξήσουµε το Precision και το Recall της µεθόδου. 

Εισαγάγουµε τον όρο βαθµό διακριτικότητας (Discrimination Value DV) που ορίζεται από την εξίσωση 2.9 

Όπου B  είναι η πυκνότητα του χώρου που καταλαµβάνουν τα διανύσµατα κειµένου αφαιρώντας τον όρο k. 
Q είναι η πυκνότητα του χώρου διανυσµάτων. Δοκιµάζουµε να αφαιρέσουµε διάφορους όρους και τέλος 
επιλέγουµε να παραλείψουµε τελικά αυτούς που  B . 

2.2.4.Μια κριτική στο μοντέλο διανυσματικού χώρου

Τα πλεονεκτήµατα του µοντέλου διανυσµατικού χώρου είναι ότι το µοντέλο είναι απλό να κατανοηθεί, να 
υλοποιηθεί και βασίζεται σε απλές µεθόδους και πράξεις γραµµικής άλγεβρας. Οι όροι κάθε διάστασης δεν 
είναι απλά δυαδικοί, αλλά παίρνουν µια βαρύτητα που ανταποκρίνεται στην σηµασία τους µέσα στο αρχικό 
κείµενο. Επιτρέπει την εύρεση οµοιότητας µεταξύ ερωτήσεων και κειµένων που µπορεί να έχουν την 
απάντηση. Επίσης, επιτρέπει να έχουµε ως απάντηση, όχι µόνο το κείµενο που ταιριάζει περισσότερο, αλλά 
µια σειρά κειµένων, ταξινοµηµένων µε έναν συντελεστή, που να υποδηλώνει, το κάθε κείµενο σε τι ποσοστό 
ταιριάζει µε αυτό το ερώτηµα. Αντίστοιχα, επιτρέπει ως απάντηση να ανακτήσει κείµενα, που δεν ταιριάζουν 
πλήρως στο ερώτηµα που τίθεται, αλλά σ’ ένα ποσοστό. 

Από την άλλη πλευρά, τα µειονεκτήµατα της µεθόδου που µπορούν να αναφερθούν, είναι ότι τα µεγάλα 
κείµενα, δεν αναπαρίστανται καλά διότι έχουν µικρές τιµές οµοιότητας. Αυτό αιτιολογείται  στο ότι έχουν 
µικρό εσωτερικό γινόµενο µεταξύ των διανυσµάτων τους, εξαιτίας του ότι ο χώρος είναι πολυδιάστατος. 

Ένα πρόσθετο µειονέκτηµα είναι ότι οι λέξεις κλειδιά και οι όροι που χρησιµοποιούµε πρέπει να ταιριάζουν 
ακριβώς. Παράγωγα λέξεων, οι διαφορετικοί χρόνοι κλήσης του ίδιου ρήµατος, θα θεωρηθούν διαφορετικοί 
όροι, αν και σηµασιολογικά συµπίπτουν. Αυτό το πρόβληµα έρχεται να λυθεί µέσω των διάφορων τεχνικών 
ληµµατοποίησης (stemming) [15] . Το πρόβληµα όµως που δεν µπορεί να λυθεί ούτε µε την τεχνική του 
stemming, είναι όταν υπάρχουν λέξεις συνώνυµες, όπου η µία µπορεί να χρησιµοποιείται αντί της άλλης. 
Αυτές οι λέξεις θα δηλωθούν ως δυο διαφορετικοί όροι στα διανύσµατα κειµένων αν και σηµασιολογικά 
ταυτίζονται. 

Το µοντέλο Vector Space λειτουργεί ως ένα µοντέλο σάκου λέξεων (Bag of Words BoW) [16]. Αυτό 
σηµαίνει ότι για κάθε κείµενο διαχειριζόµαστε την πληροφορία, του ποιες λέξεις περιλαµβάνει και µε ποια 
συχνότητα, αλλά αγνοούµε εντελώς µε ποια σειρά εµφανίστηκαν αυτές οι λέξεις. Η σειρά εµφάνισης των 
λέξεων µέσα σ’ ένα κείµενο, είναι µια πληροφορία που δυστυχώς χάνεται.  

2.2.5.Γενικευμένο μοντέλο διανυσματικού χώρου 

Το γενικευµένο µοντέλο διανυσµατικού χώρου (Generalized vector space model GVSM) [17] προτάθηκε το 
1985 και είναι µια γενίκευση του VSM. Η µεγάλη βελτίωση που πραγµατοποιεί είναι ότι παίρνει υπόψη του 
και την σχέση όρου µε όρο. Σε αυτή την περίπτωση η οµοιότητα ενός κειµένου B  και µια ερώτησης q 
δίνεται από την εξίσωση 2.10 

Qk

DVk > 0

dk
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DVk =  Qk − Q  (2.9)

sim(dk, q) =
∑n

j=1 ∑n
i=1 wi,k* wj,q* ti · tj

∑n
i=1 w2

i,k* ∑n
i=1 w2

i,q

(2.10)



Τα B  και B  όπως και πριν δηλώνουν τα βάρη κάθε όρου και εξαρτώνται από το πόσες φορές υπάρχει 
αυτός ο όρος στο κείµενο και στην ερώτηση αντίστοιχα. Τα B  και B  δίνονται από τον τύπο 2.11 

ΤοB  δίνεται από τον τύπο 2.12 

 

Όπου B  

Η ιδέα που εισαγάγει η µέθοδος GVSM, είναι ότι δεν παίρνουµε µόνο υπόψη µας τα βάρη που έχουν να 
κάνουν µε το πόσες φορές βρέθηκε µια συγκεκριµένη λέξη σ’ ένα κείµενο και σε µια ερώτηση, αγνοώντας 
την σχέση διαφορετικών λέξεων. Αλλά µέσω του γινοµένου B  παίρνουµε υπόψη µας, κατά πόσο δύο όροι  
ακόµη και διαφορετικοί να είναι, συσχετίζονται αναµεταξύ τους. Αυτή είναι µια έννοια που θα την 
συναντήσουµε συχνά στις επόµενες ενότητες. 

2.3.Λανθάνουσα Σημασιολογική Ανάλυση


Οι χρήστες όταν θέλουν να αναζητήσουν πληροφορίες σε µια συλλογή από κείµενα, ενδιαφέρονται µε βάση 
την εννοιολογική συγγένεια του ερωτήµατος, που έχουν σε σχέση µε τα κείµενα που υπάρχουν και όχι 
απλώς τα κείµενα και η ερώτηση τους να µοιράζονται κοινές λέξεις.  

Οι  κοινές λέξεις είναι κάποιες φορές µια ένδειξη του ότι υπάρχει εννοιολογική συνάφεια µεταξύ κειµένων, 
αλλά υπάρχει το ενδεχόµενο της πολυσηµίας και της συνωνυµίας µια λέξης. Η διαχείριση της συνωνυµίας 
και της πολυσηµίας δεν είναι εφικτή απ’ ένα µοντέλο που στηρίζεται µόνο στην συχνότητα λέξεων. Θα 
ορίσουµε την έννοια της συνωνυµίας και της πολυσηµίας και παρακάτω θα δούµε πως η µέθοδος 
Λανθάνουσα Σηµασιολογική Ανάλυση (Latent Semantic Analysis LSA) [18], που προτάθηκε το 1988, µέσω 
άδηλων (latent) µεταβλητών διαχειρίζεται καλά την συνωνυµία, εν µέρει την πολυσηµία και µπορεί µε έναν 
αποτελεσµατικό τρόπο να κάνει ανάκτηση πληροφορίας. 

Συνωνυµία: Το φαινόµενο κατά το οποίο υπάρχουν πολλοί τρόποι για να αναφερθούµε στο ίδιο αντικείµενο 
ή έννοια. Γενικώς οι άνθρωποι µέσα σε διαφορετικά πλαίσια, υπό διαφορετικές ανάγκες, κατανόηση του 
θέµατος που τους απασχολεί και γλωσσικές συνήθειες, τείνουν να περιγράψουν την ίδια πληροφορία 
χρησιµοποιώντας διαφορετικούς όρους. Μάλιστα το ποσοστό που δύο άνθρωποι θα χρησιµοποιήσουν κοινές 
λέξεις-κλειδιά για να περιγράψουν το ίδιο αντικείµενο ή θέµα είναι λιγότερο από 20% [19]. Το φαινόµενο 
της συνωνυµίας µειώνει τον συντελεστή recall στις information retrieval µεθόδους. 

Πολυσηµία: Το φαινόµενο κατά τα οποίο κάποιες λέξεις έχουν περισσότερες από µία εννοιολογικές 
σηµασίες. Σε διαφορετικά συµφραζόµενα ή από διαφορετικούς ανθρώπους η ίδια λέξη π.χ. “Λόγος”  έχει 
διαφορετική σηµασία που µπορεί να σηµαίνει αιτιολογία, κλασµατική σχέση και µέθοδος επικοινωνίας. 
Οπότε υπάρχει περίπτωση κάποιο κείµενο να περιέχει µια λέξη που περιέχεται σε µια ερώτηση χωρίς να 
διαπραγµατεύεται το ίδιο θέµα µε την ερώτηση. 

wi,k wj,q

ti tj

 ck(ti)

aai = {1 Αν το κείμενο daσυσχετίζεται με τον όρο ti
        0 Αν το κείμενο daδεν συσχετίζεται με τον όρο ti

ti · tj
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→ti =
∑r

k=1 ck(ti)
→mik

∑r
k=1 c2

k (ti)
   (2.11)

ck(ti) =   ∑
a∈I(ti,k)

aai (2.12)



2.3.1.Τρόποι επίλυσης του προβλήματος που εισαγάγει η πολυσημία 
και η συνωνυμία


Έχουν προταθεί τρόποι για να αντιµετωπιστεί το πρόβληµα της πολυσηµίας, αλλά δυστυχώς όχι 
ικανοποιητικά. Μια κοινή προσέγγιση είναι να χρησιµοποιηθούν λεξικά µ’ ένα συγκεκριµένο ελεγχόµενο 
πλήθος λέξεων. Μόνο από τις λέξεις που έχει το λεξικό θα σχηµατίζονται τα ερωτήµατα και αυτό το λεξικό 
θα χρησιµοποιείται ως βάση για την επιλογή των λέξεων που θα χρησιµοποιηθούν έπειτα στα διανύσµατα 
που θα αντιστοιχούν στα κείµενα. Μια άλλη µέθοδος επίλυσης του θέµατος είναι να υπάρχουν κάποιοι 
άνθρωποι ως ενδιάµεσοι για να αποσαφηνίζουν και να αναγάγουν τον κάθε όρο σε άλλους, που το πρόβληµα 
της πολυσηµίας δεν θα υπάρχει. Αµέσως καταλαβαίνουµε ότι η δεύτερη µέθοδος χάνει την έννοια της 
αυτοµατοποιηµένης µεθόδου και ότι η πρώτη περιορίζει αρκετά την ευελιξία του ανθρώπινου λόγου χωρίς 
να είναι απαραίτητα πιο αποδοτική. 

Ως επακόλουθο της συνωνυµίας διαπιστώνουµε ότι οι όροι που χρησιµοποιούµε για να δεικτοδοτήσουµε 
(indexing) και περιγράψουµε ένα κείµενο δεν είναι πλήρης και είναι απλώς ένα µέρος των όρων που 
µπορούν να χρησιµοποιηθούν. Αυτό οφείλεται στο ότι τα ίδια τα κείµενα δεν περιέχουν όλους τους όρους 
που θα µπορούσαν οι διάφοροι χρήστες να χρησιµοποιήσουν. 

2.3.2.Η έννοια της άδηλης μεταβλητής

Αυτό στο οποίο πρέπει να δοθεί σηµασία και στο οποίο βασίζεται η µέθοδος LSA, για να διαφοροποιηθεί 
από προηγούµενες µεθόδους, ούτως ώστε να αυξήσει την ακρίβεια της, είναι ότι υπάρχουν πολλές λέξεις 
που ακόµη και αν είναι διαφορετικές, συσχετίζονται αναµεταξύ τους, καθώς βρέθηκαν πολλές φορές µέσα 
στα ίδια κείµενα. Μπορεί ένα ερώτηµα να επιφέρει ως αποτέλεσµα ένα κείµενο που δεν έχει ακριβώς τις 
ίδιες λέξεις µε το ερώτηµα αλλά λόγω του ότι οι λέξεις του ερωτήµατος θεωρήθηκαν συγγενικές µε τις 
λέξεις του κειµένου επιλέχτηκαν. Η συγγένεια, ο βαθµός σχέσεις µεταξύ των λέξεων παράγεται έµµεσα από 
το ότι οι λέξεις αυτές βρίσκονται συχνά µαζί στα ίδια κείµενα. 

Εδώ θα προσπαθήσουµε να ερµηνεύσουµε την έννοια της άδηλης µεταβλητής (latent variable) που έρχεται 
να φέρει την λύση στα προηγούµενα προβλήµατα. 

Πίσω από µια σειρά συγγενικών λέξεων θα προσεγγίσουµε τι πραγµατικά λέγεται και θα αντικαταστήσουµε 
µια σειρά µεταβλητών - λέξεων µε µία µεταβλητή, µια άδηλη µεταβλητή που τις συνοψίζει. Αυτή η άδηλη 
µεταβλητή δεν µπορεί να ερµηνευθεί και να κατανοηθεί άµεσα, απλώς αποδίδει την ύπαρξη κάποιων 
µοτίβων (patterns) λέξεων και µας δίνει έναν υπαινιγµό ότι αν συναντηθούν κάποιες λέξεις τότε 
υπονοούνται και κάποιες άλλες. 

{(bike), (bicycle), (road)} B {(1.276·bike+0.479·bicycle), (road)} 

Παράδειγµα Α΄ Οι λέξεις bike και bicycle πολλές φορές περιλαµβάνονται στα ίδια κείµενα οπότε 
αντιλαµβανόµαστε ότι σχετίζονται. Αυτή την σχέση που έχουν την αντιστοιχούµε µέσω µιας άδηλης 
µεταβλητής που είναι ίση µε το γραµµικό τους άθροισµα. 

Θα χρησιµοποιήσουµε έναν πίνακα που θα δηλώνει την ύπαρξη των όρων που συνήθως είναι λέξεις σε 
σχέση µε µια συλλογή κειµένων που έχουµε. Κάθε γραµµή του πίνακα θα αντιστοιχεί σ’ ένα κείµενο και 
κάθε στήλη σε έναν όρο, αναλόγως µε το πόσες φορές θα βρίσκεται αυτός ο όρος στο κείµενο θα 
αποδίδουµε τον αντίστοιχο αριθµό βαρύτητας. Αν δεν υπάρχει καµία φορά θα βάζουµε µηδέν. Σε αυτό το 
στάδιο η µέθοδος µας µοιάζει στην VSM που περιγράψαµε πιο πάνω. Διότι φαίνεται ότι κάθε κείµενο 
αντιπροσωπεύεται από όρους και συγκρίνοντας τους όρους βρίσκουµε την σχέση µεταξύ κειµένων. 

 Η διαφοροποίηση όπως θα δείξουµε στις επόµενες παραγράφους έρχεται στο ότι ο αρχικός πίνακας θα 
προσεγγιστεί από έναν µικρότερο όπου οι πολλές άµεσες µεταβλητές που αντιστοιχούν στους όρους θα 
δώσουν την θέση τους στις άδηλες µεταβλητές. Κατά τα άλλα  µπορούµε να συστηµατοποιήσουµε τα 
κείµενα µε  το να βάζουµε το ένα δίπλα στο άλλο στην δοµή του πίνακα µε κριτήριο τα κείµενα που 
µοιάζουν στους όρους τους να είναι κοντά στις αντίστοιχες γραµµές του πίνακα. Εννοείται ότι όπως και στην 

→
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µέθοδο VSM µπορούµε να απεικονίσουµε κάθε κείµενο και κάθε ερώτηµα σε έναν n-διάστατο χώρο άδηλων 
µεταβλητών και µε µια µέθοδος οµοιότητας όπως του εσωτερικού γινοµένου ή του συνηµιτόνου να 
βρίσκουµε όµοια κείµενα.  

2.3.3.Εφαρμογή της μεθόδου ανάλυση πίνακα σε ιδιάζουσες τιμές

Μετά την απλή κατασκευή του πίνακα κειµένων Χ σε σχέση µε τους όρους που περιλαµβάνουν τον 
αναλύουµε σε γινόµενο τριών άλλων πινάκων όπως δείχνει η εξίσωση 2.13 

Αυτοί οι τρεις πίνακες αναλύουν τον πίνακα X σε γραµµικά ανεξάρτητα στοιχεία. Όσα από αυτά είναι πολύ 
µικρά µπορούν να αφαιρεθούν και έτσι οδηγούµαστε σ’ ένα προσεγγιστικό µοντέλο για τον πίνακα Χ και τα 
αντίστοιχα κείµενα και όρους που περιέχει. 

Αυτή η διαδικασία ανάλυσης ενός πίνακα στο γινόµενο τριών άλλων πινάκων βασίζεται στην µέθοδο 
γραµµικής άλγεβρας, ανάλυση πίνακα σε ιδιάζουσες τιµές (singular-value-decomposition SVD) [20] και 
απεικονίζεται στο σχήµα 2.1 

Σχήµα 2.1 Ανάλυση πίνακα σε m ιδιάζουσες τιµές 

Στο Σχήµα 2.1 βλέπουµε την αναγωγή του ορθογώνιου πίνακα Χ που συσχετίζει όρους µε κείµενα στο 
γινόµενο των τριών πινάκων !  !  και !  όπου t οι όροι που υπάρχουν στα κείµενα, d το πλήθος των 
κειµένων και m το πλήθος των singular values. Οι singular values είναι διατεταγµένες κατά φθίνουσα σειρά 
στον διαγώνιο πίνακα ! . Οι πίνακες !  και !  αποτελούνται από τα αριστερά και δεξιά singular vectors 
αντίστοιχα που προκύπτουν από τον πίνακα Χ. 

Η µέθοδος SVD από την πλευρά των αναγκών ανάκτησης πληροφορίας θεωρείται ως µία τεχνική για να 
παράγει ένα σύνολο ασυσχέτιστων µεταβλητών από ένα σύνολο συσχετισµένων µεταβλητών. Αυτές οι 
ασυσχέτιστες µεταβλητές, οι άδηλες µεταβλητές, µπορούν να προσδιορίσουν καλύτερα ένα κείµενο και 
ταυτόχρονα καταλαµβάνουν λιγότερο χώρο επιλύοντας σε ένα µεγάλο βαθµό το πρόβληµα της συνωνυµίας 
και σ’ ένα µικρότερο της πολυσηµίας. 

Ο καινούριος πίνακαςB  που προσεγγίζει τον πίνακα Χ είναι τάξης k<n όπου n η τάξη του αρχικού Χ. Τα 
στοιχεία του πίνακα B  δεν είναι εύκολο να τα ερµηνεύσουµε νοηµατικά. Η διαδικασία να πάµε πίσω από τον 
πίνακα  B  στον X είναι εφικτή αλλά σίγουρα δεν θα γίνει µε µεγάλη ακρίβεια. 

Ο αρχικός πίνακας X είναι διαστάσεων t B  d όπου t είναι οι όροι των κειµένων και αντιστοιχούν σε κάθε 
γραµµή του πίνακα και d είναι το πλήθος των κείµενων και αντιστοιχούν στις στήλες. Οι πίνακες B  και B  
έχουν ορθοµοναδιαίες στήλες και ο πίνακας B  είναι διαγώνιος. Οι πίνακες B  και B  αποτελούνται από τα 

Τ0 S0 D0

S0 T0 D0

 Χ̂
Χ̂

Χ̂

×
T0 D0

S0 T0 D0
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αριστερά και δεξιά singular vectors αντίστοιχα και ο διαγώνιος B  σε κάθε B  στοιχείο παίρνει µια singular 
value. Οι singular values είναι θετικές και διατεταγµένες σε φθίνουσα σειρά σε σχέση µε τις γραµµές του 
πίνακα. 

Τα πρώτα k B  στοιχεία τα κρατάµε όπως έχουν και τα υπόλοιπα τα θέτουµε ίσον µε µηδέν. Το γινόµενο 

αυτού του καινούριου S πίνακα µε τους Τ και D µας δίνει τον προσεγγιστικό πίνακα B  όπως φαίνεται από 
την εξίσωση 2.14  

B   (2.14) 

Ο πίνακας Χ θα είναι τάξης k και βρίσκεται αφού διαγράψουµε τις γραµµές και τις στήλες που είναι 
µηδενικές  από τους B  και B  και αποκτήσουµε τους Τ και D αντίστοιχα. Τα γινόµενα των πινάκων 
φαίνονται στο σχήµα 2.2. 

Σχήµα 2.2 Ανάλυση πίνακα σε k ιδιάζουσες τιµές 

Στο σχήµα 2.2 εικονίζεται πως ο διαγώνιος πίνακας S αποτελείται από τις k µεγαλύτερες ιδιάζουσες τιµές 
του πίνακα B . Οι Τ και D είναι ορθογώνιοι πίνακες που έχουν ως στήλες µοναδιαίου µεγέθους διανύσµατα 
( B ) ( B ) και προκύπτουν µετά την αφαίρεση των γραµµών και στηλών που θα µηδενιστούν αν 
πολλαπλασιαζόντουσαν από τον B όπου B  

Η τιµή του k έχει µεγάλη σηµασία. Πρέπει να είναι αρκετά µεγάλη ούτως ώστε να αντιστοιχεί στην δοµή 
των δεδοµένων αλλά και αρκετά µικρή για να µην επηρεάζεται από µη σηµαντικές λεπτοµέρειες. 

2.3.4.Απεικόνιση του μοντέλου LSA σε k διαστάσεων χώρο

Οι k γραµµές που παράχθηκαν από τον πίνακα του µειωµένου SVD µοντέλου µπορούν να θεωρηθούν ως οι 
συντεταγµένες ενός k-διάστατου χώρου οπότε και κάθε κείµενο να απεικονιστεί σε αυτόν τον χώρο. 
Αντίστοιχα µπορούµε να υπολογίσουµε το εσωτερικό γινόµενο µεταξύ δυο διανυσµάτων-κειµένων για να 
βρούµε πόσο ταιριάζουν ή να τα συσταδοποιήσουµε χρησιµοποιώντας έναν αλγόριθµο όπως ο η 
συσταδοποίηση k-µέσων [21]. 

2.3.5.Υπολογισμός σχέσεων του μοντέλου LSA

Από τους πίνακες Τ, S, D µπορούν να υπολογιστούν συντελεστές που συγκρίνουν και δείχνουν κατά πόσο 
είναι όµοια δύο κείµενα, κατά πόσο συνδέονται δύο όροι και κατά πόσο συνδέεται ένας όρος µ’ ένα κείµενο. 
Προηγούµενες µέθοδοι το πετύχαιναν αυτό συγκρίνοντας γραµµές και στήλες του πίνακα X. Από την στιγµή 
που ο βαθµός του πίνακα B  µέσω των πινάκων Τ, S, D είναι µικρότερος έχουµε το όφελος ότι θα κάνουµε 
λιγότερους αριθµητικούς υπολογισµούς. 

Σύγκριση δύο όρων 

S0 si,i

si,i

Χ̂

X ≈ X̂ = TSD′�

Τ0 D0

S0
Τ′ �Τ = Ι D′�D = Ι

S0  si,i = 0 ∀ i > k

Χ̂
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Το εσωτερικό γινόµενο µεταξύ των γραµµών του πίνακα B  δηλώνει το µέγεθος που δύο όροι έχουν παρόµοιο 
µοτίβο εµφάνισης στο σύνολο κειµένων που εξετάζουµε. Ο πίνακας S είναι διαγώνιος και ο D 
ορθοµοναδιαίος οπότε προκύπτει η σχέση 2.15 

B  (2.15) 

Η τιµή που βρίσκεται στην θέση (i,j) του πίνακα B  δηλώνει το πόσο συσχετίζονται οι όροι i και j του 
πίνακα Χ. Να θυµίσουµε ότι οι όροι i,j δεν αντιστοιχούν σε λέξεις αλλά είναι άδηλες µεταβλητές που 
αντιστοιχούν σ’ ένα σύνολο λέξεων. 

Σύγκριση δύο κειµένων 

Αντίστοιχη είναι και η µέθοδος που συγκρίνουµε δύο κείµενα. Εδώ το εσωτερικό γινόµενο το υπολογίζουµε 
µεταξύ δύο στηλών του πίνακα B  και προσδιορίζει κατά πόσο δύο κείµενα έχουν τους ίδιους όρους. Κάθε 

κελί i, j του πίνακας B  ισούται µε το εσωτερικό γινόµενο του κειµένου i µε το κείµενο j και δηλώνει το 

κατά πόσο αυτά τα δύο κείµενα έχουν στοιχεία οµοιότητας. Ο πίνακας B  δίνεται από τον τύπο 2.16 που 
ακολουθεί. 

B  (2.16) 

Σχέση ενός όρου µε ένα κείµενο  

Η σχέση ενός όρου µ’ ένα κείµενο βρίσκεται ακόµη πιο εύκολα από ότι οι προηγούµενοι συντελεστές, γιατί 
υπάρχει εγγενώς στον πίνακα B  όπως τον είδαµε στην σχέση 2.17 και τον παραθέτουµε παρακάτω για 
λόγους πληρότητας. 

B  (2.17) 

Κάθε κελί (i,j) δηλώνει κατά πόσο ο όρος i σχετίζεται µε το κείµενο j. 

2.3.6.Αναπαράσταση ενός ερωτήματος στο μοντέλο LSA

Αφού έχουµε κατασκευάσει τον πίνακα B  µε βάση την συλλογή κειµένων που έχουµε είναι πολύ πιθανόν να 
µας δοθεί κάποιο καινούριο ερώτηµα q το οποίο φυσικά και δεν το πήραµε υπόψη µας όταν φτιάχναµε τον 
πίνακα B .  Με βάση αυτό το καινούριο ερώτηµα q θα πρέπει να βρούµε ποια κείµενα ταιριάζουν πιο πολύ ως 
απάντηση. Το πρόβληµα είναι ότι το ερώτηµα q δεν είναι εκφρασµένο µε τους ίδιους όρους που είναι 
εκφρασµένα όλα τα άλλα κείµενα στον πίνακα B . Θα πρέπει να το εκφράσουµε πρώτα συναρτήσει των ίδιων 
άδηλων µεταβλητών και µετά να το συγκρίνουµε µε βάση µε µια από όλες τις µεθόδους που έχουµε 
αναφέρει. Το πώς θα εκφράσουµε το ερώτηµα q στον καινούριο χώρο των άδηλων µεταβλητών 
επιτυγχάνεται από την σχέση 2.18 

B   (2.18) 

Το B  είναι ο πίνακας στήλη η αλλιώς διάνυσµα k διαστάσεων που αντιστοιχεί στο ερώτηµα q και µπορούµε 

να το διαχειριστούµε όπως οποιαδήποτε άλλη γραµµή του πίνακα B . Το B  είναι ο αρχικός πίνακας γραµµή 
που αντιστοιχεί στο ερώτηµα q και T και S είναι οι πίνακες που προέκυψαν από την SVD ανάλυση και 
χρησιµοποιήσαµε στον τύπο 3.3.2. 

Χ̂

X̂ · X̂
′�
= TS2T ′ �

X̂ · X̂
′�

X̂

X̂ ′� · X̂
′�

X̂ ′� · X̂
′�

X̂ · X̂
′�
= DS2D′�

X̂

X̂ = ΤSD′�

X̂

X̂

X̂

Dq = X′ �qTS−1

Dq

X̂ Xq
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2.3.7.Μια κριτική στην μέθοδο LSA

Η κατανόηση και η προγραµµατιστική υλοποίηση της αλγεβρικής µεθόδου SVD είναι η πρώτη δυσκολία 
που καλείται να αντιµετωπίσει όποιος θέλει να την υλοποιήσει και αν δεν έχει τις κατάλληλη εξοικείωση µε 
τα µαθηµατικά µοντέλα που χρειάζονται, θα είναι ένα δύσκολο εγχείρηµα. Παρόλα αυτά έχουν προταθεί 
µέθοδοι  όπως η Lanzcos που απλοποιεί την διαδικασία [22].   

Στο παράδειγµα A΄ είδαµε πως οι δύο παρατηρούµενες (observed) µεταβλητές bike και bicycle 
συνδυάστηκαν σε µία. Από την άλλη περιπτώσεις όπως αυτή του παραδείγµατος Α΄ µπορεί να συµβούν. 

{(bike), (angle), (road)} )} B {(1.276B bike+0.479 B angle), (road)} 

Παράδειγµα Β΄ Οι λέξεις bike και angle δεν έχουν κάποια σηµασιολογική σχέση παρόλα αυτά ενοποιήθηκαν 
σε µια άδηλη µεταβλητή.  

Αστοχίες σαν αυτή του παραδείγµατος Β. είναι πιθανόν να συµβούν γιατί η µέθοδος LSA δεν µπορεί να 
καταλάβει το πραγµατικό νόηµα των λέξεων αλλά στηρίζεται σε µαθηµατικά µοντέλα. 

Η µέθοδος LSA αν και έρχεται να δώσει µια λύση στο πρόβληµα της συνωνυµίας που αναφέραµε στην αρχή 
της ενότητας δυσκολεύεται να διαχειριστεί την πολυσηµία. Μια λέξη που έχει πολλά διαφορετικά νοήµατα 
και σε κείµενα που διαπραγµατεύονται διαφορετικά θέµατα το πιο πιθανόν είναι να ερµηνευθεί ως ένας 
µέσος όρος των διαφορετικών χρίσεων και ερµηνειών που έχει. 

Η µέθοδος LSA όπως και η VSM που περιγράψαµε διαχειρίζεται τις λέξεις σύµφωνα µε το µοντέλο BoW 
και δεν αντιλαµβάνεται την θέση που µπορεί να βρίσκεται µια λέξη στο κείµενο. 

Η αδυναµία που οι µέθοδοι LSA και VSM έχουν είναι ότι τα µοντέλα τους θεωρούν ότι οι λέξεις έχουν µια 
συχνότητα εµφάνισης γκαουσιανής κατανοµής. Οι λέξεις όµως στα περισσότερα κείµενα παρουσιάζουν µια 
εκθετική κατανοµή (power law) [23]. Μοντέλα όπως το PLSA που θα µελετήσουµε στην επόµενη ενότητα 
χρησιµοποιούν πολυωνυµικές κατανοµές για να µοντελοποιήσουν την συχνότητα εµφάνισης κάθε λέξης σ’ 
ένα συγκεκριµένο σύνολο λέξεων που εξετάζουµε. 

2.4. Πιθανολογική Λανθάνουσα Σημασιολογική Ανάλυση 


Η µέθοδος πιθανολογικής λανθάνουσα σηµασιολογική ανάλυση (Probabilistic latent sematic analysis PLSA) 
[24], που προτάθηκε το 1999, έρχεται να διαδεχθεί την LSA µέθοδο διαφοροποιούµενη από την δεύτερη ως 
το ότι χρησιµοποιεί στατιστικά µοντέλα για να αναλύσει  τους παράγοντες – µεταβλητές που προέρχονται 
άδηλα από τα δεδοµένα του συνόλου των κειµένων.  

Η PLSA χρησιµοποιεί µια γενικευµένη µορφή του αλγορίθµου Expectation Maximization [25] για να βρει 
κάθε λέξη µε τι πιθανότητα αποδίδεται σε κάθε θέµα και κάθε κείµενο που περιέχει λέξεις µε τι πιθανότητα 
αποδίδεται σε κάθε θέµα. 

Η µέθοδος PLSA ταυτόχρονα ορίζει και ένα generative data model όπου έχοντας κατασκευάσει την 
κατανοµή πιθανότητας κάθε λέξης µπορεί πιθανότητα να αναπαράγει κείµενα. 

2.4.1.Ορισμός του στατιστικού μοντέλου PLSA

Η µέθοδος PLSA βασίζεται στην ιδέα ότι υπάρχουν άδηλες (latent) µεταβλητές που παράγονται από την 
συνύπαρξη δεδοµένων, στην συγκεκριµένη περίπτωση λέξεων, που βρίσκονται µαζί σε ίδια κείµενα. Οπότε 
έχουµε παρατηρούµενες µεταβλητές, τις λέξεις που τις συµβολίζουµε µε τον τύπο 2.19, τα κείµενα σύµφωνα 
µε τον τύπο 2.20 και τα θέµατα που είναι άδηλες µεταβλητές που αποδίδονται από τον τύπο 2.19 

→ ∙ ∙
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B  (2.19) 

Όπου w είναι µία λέξη από το σύνολο όλων των λέξεων και Μ είναι το πλήθος των λέξεων που 
συναντήσαµε σε όλα τα κείµενα 

B    (2.20) 

Όπου d είναι ένα κείµενο από το σύνολο όλων των κειµένων και N είναι το πλήθος των κειµένων που 
βρίσκονται στην συλλογή κειµένων. 

B    (2.21) 

Όπου z είναι µια άδηλη µεταβλητή που αντιστοιχεί σ’ ένα πλήθος παρατηρούµενων µεταβλητών w και K 
είναι το πλήθος των z µεταβλητών που εξάγουµε. Θα µπορούσαµε να πούµε ότι η κάθε µεταβλητή z 
αντιστοιχεί σ’ ένα θέµα που ορίζεται από ένα πλήθος λέξεων w. 

Το generative model της µεθόδου PLSA µπορεί να δηµιουργηθεί όπως περιγράφουµε παρακάτω 

• Επιλέγουµε ένα κείµενο d µε πιθανότητα P(d). 

• Διαλέγουµε µια άδηλη µεταβλητή z µε πιθανότητα P(z|d). 

• Παράγουµε µια λέξη w µε πιθανότητα P(w|z). 

Ως αποτέλεσµα θα έχουµε ένα ζευγάρι (d,w). Η άδηλη µεταβλητή αν και θα έχει χρησιµοποιηθεί δεν θα 
φαίνεται κάπου στο κείµενο που θα έχει παραχθεί. 

Αυτή η διαδικασία φαίνεται στον τύπο 2.22 εκφραζόµενη στην από κοινού πιθανότητα.  

B   (2.22) 

Όπου 

B    (2.23) 

Ουσιαστικά για να παραχθεί η εξίσωση 2.23 πρέπει να αθροίσουµε για όλες τις πιθανές επιλογές της 
µεταβλητής z. Το µοντέλο που περιγράφουµε είναι ένα στατιστικής ανάµιξης µοντέλο (statistical mixture 
model) [26] και βασίζεται σε δύο υποθέσεις. Πρώτον ότι τα ζευγάρια (d,w) που υπάρχουν δηµιουργούνται 
ανεξάρτητα πράγµα που αντιστοιχεί στο BoW µοντέλο. Έπειτα ότι οι λέξεις w, που εξαρτώνται από τις 
άδηλες µεταβλητές z δηµιουργούνται ανεξάρτητα  για κάθε κείµενο d. 

Μια συµµετρική ισοδύναµη εκδοχή του τύπου 2.22 µπορεί να δοθεί στον τύπο 2.24 όπου αντικαταστήσαµε 
το P(z|d) µε την βοήθεια του κανόνα του Μπέυζ. 

B   (2.24) 

Για να αποφασίσουµε τις πιθανότητες P(d), P(z|d) και P(w|z) στόχος µας είναι να µεγιστοποιήσουµε την 
λογαριθµική συνάρτηση πιθανότητας L που δίνεται από τον τύπο 2.25 

B   (2.25) 

Όπου το n(d,w) δηλώνει την συχνότητα των λέξεων w που συναρτήθηκαν στο κείµενο d.   

w ∈ W = {w1,  w2, …, wM}

d ∈ D = {d1,  d2, …, dN}

z ∈ Z = {z1,  z2,  …, zK}

P(d , w) = P(d ) · P(w d)

P(w d) =  ∑
z∈Z

P(w z) · P(z d)

P(d , w) =  ∑
z∈Z

P(z) · P(w |z) · P(d z)

L =   ∑
d∈D

∑w∈W
n(d , w) · logP(d , w)
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Σχήµα 2.3 Πιθανολογική Λανθάνουσα Σηµασιολογική Ανάλυση 

Στο σχήµα 2.3 βλέπουµε την σχέση µεταξύ κειµένων, λέξεων και θεµάτων. Συµβολίζουµε µε Μ το πλήθος 
κειµένων που υπάρχουν στην συλλογή, d ένα κείµενο, w µια λέξη µέσα στο κείµενο d, N το πλήθος των 
λέξεων µέσα στο κείµενο d και c το θέµα που αντιστοιχεί στην λέξη αλλά και το πλήθος θεµάτων που 
αντιστοιχούν σ’ ένα κείµενο µε βάση της λέξεις που έχει. 

2.4.2.Εκπαίδευση του PLSA μοντέλου μέσω του expectation 
maximization αλγορίθμου


Η διαδικασία που ακολουθείται για να µεγιστοποιήσουµε την πιθανότητα οι άδηλες µεταβλητές z να 
αντιπροσωπεύουν σωστά την δοµή του µοντέλου PLSA είναι να εφαρµόσουµε τον Expectation 
Maximization (Μεγιστοποίηση Αναµενόµενης Τιµής) αλγόριθµο. 

Expectation Maximization αλγόριθµος 

Ο Expectation Maximization αλγόριθµος εναλλάσσει δύο βήµατα µε σκοπό µετά από κάθε επανάληψη οι 
µεταβλητές του µοντέλου να συγκλίνουν. Τα δύο βήµατα είναι: 

Expectation (Ε) βήµα 

Η εκ των υστέρων πιθανότητα (posterior probability) υπολογίζεται για τις άδηλες µεταβλητές z σύµφωνα µε 
τις τρέχουσες τιµές των παραµέτρων P(w|z), P(d|z), P(z). Αυτή δίνεται από την εξίσωση 2.26 

B   (2.26) 

Ο τύπος 4.2.1.1 εκφράζει την πιθανότητα µια λέξη w σ’ ένα συγκεκριµένο κείµενο d να προκύπτει λόγο της 
άδηλης µεταβλητής z. 

Maximization (M) βήµα 

Εδώ οι παράµετροι ανανεώνονται σύµφωνα µε την εκ τον υστέρων πιθανότητα που υπολογίστηκε στο 
προηγούµενο βήµα και οι τύποι για το P(w|z), P(d|z) και P(z) δίνονται από τις σχέσεις 2.27, 2.28, 2.29 
αντίστοιχα. 

B    (2.27) 

P(z d , w) =  
P(z) · P(d |z) · P(w |z)

∑z′� P(z′�) · P(d |z′�) · P(w |z′ �)

P(w z) =
∑d n(d , w) · P(z |d , w)

∑d,w′� n(d , w′�) · P(z |d , w′�)
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B   (2.28) 

B   (2.29) 

Εναλλάσσοντας την εξίσωση 2.26 µε τις 2.27 – 2.29 έχουµε µια διαδικασία που συγκλίνει στην τοπικά 
µέγιστη τιµή της 2.25. 

Tempered Expectation Maximization αλγόριθµος 

Ο απλός expectation maximization αλγόριθµος που περιγράψαµε πιο πάνω καταφέρνει να βρει την µέγιστη 
τοπική πιθανότητα για όλες τις παραµέτρους µειώνοντας την περιπλοκή µεταξύ των λέξεων που υπάρχει.  

Σε αυτό το σηµείο θα πρέπει να ξεχωρίσουµε το κατά πόσο το µοντέλο µας µπορεί να κάνει σωστές 
προβλέψεις στα δεδοµένα στα οποία το εκπαιδεύοµε σε σχέση µε το τι απόδοση θα έχει σε καινούρια 
δεδοµένα που θα του δοθούν. Γενικώς σε οποιοδήποτε µοντέλο κατασκευάζουµε δεν θα ήταν σωστό να 
θεωρήσουµε ότι θα λειτουργήσει απαραίτητα σωστά σε καινούρια δεδοµένα απλώς και µόνο γιατί το 
εκπαιδεύσαµε να έχει καλή ακρίβεια σε κάποιο εκπαιδευτικό σύνολο δεδοµένων.  

Το να βρούµε συνθήκες υπό τις οποίες η γενίκευση σε καινούρια δεδοµένα θα είναι επιτυχηµένη είναι το 
βασικό πρόβληµα που προσπαθεί να επιλύσει η θεωρία στατιστικής µάθησης (Statistical learning theory). Σε 
αυτή την ενότητα θα παρουσιάσουµε µια γενίκευση του προηγούµενου αλγορίθµου τον Tempered 
Expectation Maximization (TEM) που συσχετίζεται µε την µέθοδο της αιτιοκρατικής ανόπτησης 
(deterministic annealing) [27]. Το πιο σηµαντικό είναι ότι θα εισαγάγουµε την παράµετρο ελέγχου β που 
τροποποιεί το expectation βήµα, όπως φαίνεται και στην εξίσωση 2.30 

B   (2.30) 

Παρατηρούµε ότι αν β = 1 τότε ο ΤΕΜ αλγόριθµος αναγάγεται στην απλή περίπτωση του ΕΜ αλγορίθµου.  

Ο αλγόριθµος ΤΕΜ συγκλίνει σε κάποιες τιµές και λόγω του ότι το β µεταβάλλεται και αποφεύγει τα τοπικά 
µέγιστα ενώ ταυτόχρονα δεν υπόκειται σε overfitting λάθη. Στα λάθη δηλαδή που προκύπτουν στα 
στατιστικά µοντέλα που έχουν πολλές µεταβλητές και αντί να περιγράφουν πραγµατικές σχέσεις 
περιγράφουν τυχαία περιστατικά και θόρυβο. Ο αλγόριθµος 2.1 περιγράφει πλήρως την διαδικασία. 

P(d z) =
∑w n(d , w) · P(z |d , w)

∑d′�,w n(d′�, w) · P(z |d′�, w)

P(z) =
∑d,w n(d , w) · P(z |d , w)

∑d,w n(d , w)

Pβ(z d , w) =
P(z) · [P(d z) · P(w z)]

β

∑z′� P(z′�) · [P(d z) · P(w z)]
β

Αλγόριθµος 2.1

1:

2:

3: Επαναλαµβάνουµε όσο η απόδοση στα δεδοµένα 
που έχουµε κρατήσει για δοκιµή βελτιώνεται. 

4: Σταµατάµε όταν η περεταίρω µείωση του β δεν 
βελτιώνει το αποτέλεσµα αλλιώς πηγαίνουµε στο 
βήµα 2.

Θέτουµε β B  1 και εκτελούµε τον αλγόριθµο 
ΕΜ έως ότου η απόδοση του στα δεδοµένα που 
έχουµε για να το δοκιµάσουµε χειροτερέψει.

←

Μειώνουµε το β θέτοντας β ! ηβ όπου η κάποια 
παράµετρος η < 1.

←
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2.4.3.Η γεωμετρία του PLSA μοντέλου

Όπως µπορούσαµε να κάνουµε γεωµετρική απεικόνιση των κειµένων σ’ έναν k διαστάσεων χώρο µε τις 
προηγούµενες µεθόδους, έτσι αντίστοιχα µπορούµε να απεικονίσουµε τα κείµενα σε συνάρτηση µε τα 
ποσοστά που ανήκουν σε κάθε θέµα.  

Μια ακόµη γραφική απεικόνιση που µπορεί να προκύψει από το µοντέλο PLSA είναι να εικονίσουµε σ’ έναν 
Μ-1 διαστάσεων χώρο κάθε θέµα B ,B ,…,B  όπου Μ το πλήθος των λέξεων και Κ το πλήθος των θεµάτων. 
Από αυτά τα Κ σηµεία µπορούµε να ορίσουµε το στερεό Κ-1 διαστάσεων (simplex). Τα βάρη που υπάρχουν 
για ένα κείµενο P(z|d) αντιστοιχούν στις συντεταγµένες του κειµένου και µπορούν αντίστοιχα να ορίσουν 
ένα simplex 

2.4.4.Μαθηματική σχέση μεταξύ LSA και PLSA μοντέλου

Όπως έχουµε καταλάβει οι µέθοδοι LSA και PLSA βασίζονται στο ίδιο σκεπτικό να µπορέσουµε να 
περιγράψουµε ένα κείµενο όχι άµεσα από τις λέξεις του αλλά από κάποιες άδηλες µεταβλητές που 
παράγονται συναρτήσει των λέξεων του. Για αυτή την διαδικασία η µέθοδος LSA χρησιµοποιεί την µέθοδο 
γραµµικής άλγεβρας SVD ενώ η PLSA ένα πιθανοτικό µοντέλο. Το ερώτηµα που τίθεται είναι αν αυτά τα 
δύο µαθηµατικά µοντέλα συνδέονται αναµεταξύ τους. Η απάντηση είναι πως ναι και παρακάτω θα 
περιγράψουµε πως αυτά τα δύο µοντέλα µπορούν να συσχετιστούν. 

Στο µοντέλο LSA είδαµε ότι ο πίνακας που συσχετίζει όρους µε κείµενα µπορεί να εκφραστεί ως το 
διάνυσµα τριών πινάκων αντίστοιχα και στο µοντέλο PLSA µπορούµε να ορίσουµε τους ακόλουθους τρεις 
πίνακες 

B  (2.31) 

B  (2.32) 

B  (2.33) 

Τότε το µοντέλο συνδυαστικής πιθανότητας (joint probability model) P(d,w) όπως δόθηκε από την εξίσωση  
4.1.6 µπορεί να γραφτεί ως γινόµενο των τριών παραπάνω πινάκων. 

B  (2.34) 

Παρατηρούµε ότι τα αριστερά και δεξιά ιδιοδιανύσµατα του πίνακα από την µέθοδο SVD αντιστοιχούν 
στους παράγοντες P(w|z) και P(d|z) αντίστοιχα και τα singular values αντιστοιχούν στις τιµές του P(z) 

2.4.5.Ανάκτηση πληροφορίας μέσω εφαρμογής ερωτήσεων

Σε όλη την προηγούµενη παρουσίαση της µεθόδου θεωρήσαµε µια συλλογή κειµένων όπου βρίσκουµε κάθε 
κείµενο σε τι ποσοστό αντιστοιχεί σε κάθε ένα από τα άδηλα θέµατα που σχηµατίστηκαν, µε βάση τις λέξεις 
που υπάρχουν σε κάθε κείµενο. Ο επόµενος στόχος που θα επιδιώξουµε είναι θέτοντας ένα ερώτηµα q που 
προφανώς δεν είναι ένα από τα κείµενα της συλλογής να ανακτηθούν τα κείµενα που εννοιολογικά θα 
ταιριάζουν περισσότερο ως απάντηση του. Οπότε σε αυτή την ενότητα θα διαπραγµατευθούµε το πώς 
απεικονίζουµε ένα ερώτηµα ή ακόµη και ένα κείµενο που δεν το είχαµε περιλάβει στο σύνολο κειµένων που 
εκπαίδευσαν την µέθοδο καθώς και το πώς να βρούµε την οµοιότητα του µε τα υπόλοιπα κείµενα. 

5 Εκτελούµε κάποιες παραπάνω επαναλήψεις 
χρησιµοποιώντας αµφότερα τα δεδοµένα που 
είναι για εκπαίδευση και για δοκιµή.

z1 z2 zΚ

Û = (P(di |zk))i,k

V̂ = (P(wj |zk))
j,k

Σ̂ = diag(P(zk))k

P = Û · Σ̂ · V̂
t
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Η απεικόνιση ενός καινούριου κειµένου - ερωτήµατος  µπορεί να επιτευχθεί µε το να εκτελέσουµε κάποιες 
επαναλήψεις της µεθόδου EM στις  µεταβλητές z ώστε οι πιθανότητες P(z|q) να προσαρµόζονται σε κάθε 
Maximization βήµα.  

Η µέθοδος αυτή θα εκτελεί επαναληπτικά τα βήµατα του αλγορίθµου Expectation Maximization και 
περιµένουµε να µας δώσει ως αποτέλεσµα έναν πίνακα διάνυσµα που θα δηλώνει σε τι ποσοστό το κείµενο 
θα αναλογεί σε κάθε θέµα. 

Αφού έχουµε τον πίνακα διάνυσµα που αντιστοιχεί στο καινούριο κείµενο ή ερώτηµα µπορούµε πάλι µε µια 
συνάρτηση οµοιότητας εσωτερικού γινοµένου ή συνηµιτόνου όπως κάναµε στις προηγούµενες µεθόδους να 
βρούµε ποιο κείµενο ταιριάζει εννοιολογικά καλύτερα. 

2.5.Λανθάνουσα Κατανομή Ντίριχλετ 


Εξέλιξη της µεθόδου PLSA είναι η µέθοδος Λανθάνουσα Κατανοµή του Ντίριχλετ (Latent Dirichlet 
Allocation LDA) που προτάθηκε το 2002 και υποθέτει ότι κάθε κείµενο παράγεται ως µια µίξη θεµάτων. Η 
συνεχής τιµή που αναλογεί για κάθε θέµα  δίνεται βάση της Dirichlet συνάρτησης. 

2.5.1.Εισαγωγή στην λανθάνουσα κατανομή Ντίριχλετ

Στην µέθοδο LDA [28] θεωρούµε ότι έχουµε k άδηλα θέµατα σύµφωνα µε τα οποία τα κείµενα παράγονται. 
Κάθε θέµα αναπαρίσταται ως µια πολυωνυµική κατανοµή πάνω στο |V| πλήθος διαφορετικών λέξεων όλων 
τον κειµένων. Κάθε κείµενο παράγεται µέσω µια διαδικασίας δειγµατοληψίας σ’ ένα συνδυασµό από θέµατα 
και έπειτα για κάθε θέµα παράγονται οι λέξεις που πιθανοτικά προκύπτουν. 

Πιο συγκεκριµένα ένα κείµενο από Ν λέξεις w = < B ,B ,…,B > παράγεται µε την ακόλουθη διαδικασία. 
Αρχικά ο βαθµός που κάθε θέµα i σχετίζεται µ’ ένα κείµενο αναφέρεται ως  B . Το B  προκύπτει από την 
Dirichlet ( B ,B ,…,B ) κατανοµή όπου B  0 και B  = 1. Έπειτα για κάθε λέξη από τις Ν λέξεις που 

υπάρχουν στο κείµενο ένα θέµα B  παράγεται από την Mult(θ) κατανοµή µε τέτοιο τρόπο ώστε 
p( B =i|θ) =B . Στο τέλος κάθε λέξη B  παράγεται συναρτήσει του B θέµατος από την πολυωνυµική 
κατανοµή  p(w| B ). Συνοψίζοντας τα παραπάνω σε µια µαθηµατική έκφραση έχουµε την σχέση 2.35 

B  (2.35) 

Όπου p(θ;α) είναι η Dirichlet κατανοµή, B  είναι η πολυωνυµική κατανοµή παραµετροποιηµένη από 

το θ και B  είναι η πολυωνυµική κατανοµή πάνω στις λέξεις. Το µοντέλο αυτό παραµετροποιείται 

από τις k διαστάσεων παραµέτρους α = <B ,B ,…,B >  και τον πίνακα β διαστάσεων kB . Ο πίνακας β 
δηλώνει τις k πολυωνυµικές κατανοµές πάνω στις λέξεις. 

Στο σχήµα 2.4 βλέπουµε ότι στην LDA µέθοδο, η Dirichlet κατανοµή δειγµατοληπτείται για κάθε κείµενο 
για να παράγει το θ και έπειτα για κάθε θέµα του κειµένου η πολυωνυµική κατανοµή z δειγµατοληπτείται 
για να παράγει λέξεις. 

w1  w2 wN
θi θi

α1  α2 αk θi ≥ ∑
i

θi

zn ∈ {1,…k}
zn  θi wn zn 

zn

p(w) =  ∫θ
(

N

∏
n=1

k

∑
zn=1

p(wn zn; β) · p(zn θ)) · p(θ ; α)dθ

p(zn θ)
p(wn zn; β)

α1  α2 αk   × |V |
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Σχήµα 2.4 Λανθάνουσα Κατανοµή του Ντίριχλετ 

Αναλύοντας παραπάνω την σχέση 2.35 θα µπορούσαµε να πούµε ότι οι παράµετροι B  προκύπτουν από την 

Dirichlet κατανοµή µέσω του α και οι λέξεις παράγονται από την κατανοµή p(w|θ)= B . 

Έτσι το LDA είναι µοντέλο ανάµιξης (mixture model) όπου τα p(w|θ) είναι τα mixture components και τα 
p(θ;α) δίνουν τα βάρη.  

2.5.2.Εκτίμηση παραμέτρων στο μοντέλο LDA

Το πιο σηµαντικό πρόβληµα που πρέπει να λύσουµε για να χρησιµοποιήσουµε το LDA µοντέλο είναι αυτό 
που βρίσκει την εκ των υστέρων κατανοµή των άδηλων µεταβλητών που δίνεται από ένα κείµενο και 
εκφράζονται στη σχέση 2.36 

B  (2.36) 

Δυστυχώς αυτή η κατανοµή στις περισσότερες περιπτώσεις είναι αδύνατο να υπολογιστεί από έναν 
υπολογιστή. Παρόλα αυτά υπάρχουν προσεγγιστικοί αλγόριθµοι που µπορούν να χρησιµοποιηθούν όπως  οι 
Laplace approximation, variational approximation, και Markov chain Monte Carlo. Παρακάτω θα 
περιγράψουµε έναν απλό convexity-based variational αλγόριθµο. 

Η βασική ιδέα σε αυτή την µέθοδο είναι να κάνουµε χρήση της ανισότητας του Jensen [29] για να 
αποχτήσουµε ένα κάτω φράγµα των παραµέτρων που µας ενδιαφέρουν. Έτσι θα έχουµε µια οικογένεια από 
κατανοµές µε άδηλες µεταβλητές όπως φαίνονται στην εξίσωση 2.37 

B   (2.37) 

Όπου οι Dirichlet παράµετροι γ και οι πολυγαµικές παράµετροι ( B ) είναι ελεύθερες variational 
παράµετροι. 

Αφού έχουµε παρουσιάσει µια απλοποιηµένη µορφή των πιθανοτικών κατανοµών, το επόµενο βήµα είναι να 
εκφράσουµε µια µέθοδο βελτιστοποίησης  του προβλήµατος που βρίσκει τις παραµέτρους γ και φ. Αυτή η 
µέθοδος φαίνεται στην σχέση 2.38 

B  (2.38) 

Οι βέλτιστες τιµές της εξίσωσης 2.38 µπορούν να βρεθούν µε το να ελαχιστοποιήσουµε την Kullback-
Leibler απόκλιση [30] και να εφαρµόσουµε επαναληπτικά  τους τύπους 2.39 και 2.40 

θi
k

∑
z=1

p(w |z) · p(z |θ )

p(θ, z w, α, β) =
p(θ, z , w |α, β )

p(w |α, β )

q(θ, z γ, φ) = q(θ |γ) ·
N

∏
n=1

q(zn |φν)

φ1, …, φΝ

(γ*, φ*) =
argmin

(γ, φ)
D(q(θ, z |γ, φ) | | p(θ, z w, a , β))
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B  (2.39) 

B   (2.40) 

Ο αλγόριθµος 2.2 µπορεί να χρησιµοποιηθεί για να υπολογιστούν αριθµητικά τα γ και φ 

Οι παράµετροι α και β που θέλουµε να βρούµε µεγιστοποιούν την λογαριθµική πιθανότητα που εκφράζεται 
από την σχέση 2.41 

B  (2.41) 

Χρησιµοποιώντας την variational Expectation Maximization διαδικασία  που ακολουθεί µπορούµε να 
βρούµε ένα κάτω φράγµα για τις παραµέτρους γ και φ και έπειτα τα α και β. 

Ε βήµα 

Για κάθε κείµενο βρίσκουµε της βέλτιστες τιµές των παραµέτρων B . Όπως περιγράψαµε σε 
προηγούµενη παράγραφο. 

Μ βήµα 

Μεγιστοποιούµε το χαµηλό φράγµα της λογαριθµικής πιθανότητας όσον αφορά της παραµέτρους του 
µοντέλου α και β. Αυτό γίνεται µε το να βρούµε την µέγιστη εκτίµηση πιθανότητας για κάθε κείµενο µε τις 
κατάλληλες τιµές που προέκυψαν από το Ε βήµα. 

2.6.Τεχνικές Κατηγοριοποίησης Ροής Κειμένων


φni ∝  βiwnexp{Eq[log(θi)]γ}

γi = αi +
N

∑
n=1

φni

Αλγόριθµος 2.2

1:

2:

3: Επανέλαβε

4:     Για n = 1 έως Ν

5         Για i =1 έως k

6

7

8

9 Έως ότου υπάρχει σύγκλιση

              B :=  B  exp(Ψ( B ))φt+1
ni βiwn · γ t

i

Αρχικοποιούµε ! := ! +N/k για όλα τα iγi ai

Αρχικοποιούµε B := 1/k για όλα τα i και nφ0
ni

!γ t+1 ≔ a + ∑
N

n=1
φt+1

n

         Κανονικοποιούµε B  να έχει άθροισµα 1φt+1
ni

l(α, β) =
M

∑
d=1

logp(wd |α, β )

{γ*d , φ*d :d  ∈ D}
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Οι τεχνικές κατηγοριοποίησης κειµένων συνεχούς ροής είναι κυρίως παραλλαγές ή επεκτάσεις των 
κλασικών µοντέλων κατηγοριοποίησης κειµένων στις οποίες εφαρµόζονται επιπλέον µέθοδοι διαχείρισης 
της συνεχούς ροής δεδοµένων. Η µπεϋζιανή  ταξινόµηση κειµένων σε συνδυασµό µε µια τεχνική συνεχούς 
εκµάθησης [7] έχει εφαρµοστεί για την εξαγωγή γνώσης από νεοαφιχθέντα κείµενα. Αντίστοιχα µια συνεχής 
κατηγοριοποίηση ροής κειµένου που χρησιµοποιεί έναν ταξινοµητή SVM έχει προταθεί από [9]. 

Οι συνδυαστικοί µέθοδοι (ensemble methods) ταξινόµησης ροής κειµένων των συναρτήσεων 
χρησιµοποιούνται ευρέως λόγω του ότι συνδυάζουν πλεονεκτήµατα από διαφορετικές τεχνικές ταξινόµησης 
[31]. Η Iterative Boosting Streaming µέθοδος [32] προσαρµόζει αυτόµατα το µοντέλο ταξινόµησης της σε 
νέες έννοιες που δηµιουργούνται δυναµικά, και χρησιµοποιεί ένα σύνολο από βασικές διαδικασίες µάθησης 
σύµφωνα µε την τρέχουσα ακρίβεια που έχει η κάθε µία. Η εκµάθηση και η ταξινόµηση ροών δεδοµένων 
πολλαπλών ετικετών βασίζεται σε έναν k-nn αλγόριθµο πολλών ετικετών και µια λειτουργία προσαρµογής 
βάρους [33], η οποία συνδυάζει τις προβλέψεις µε έναν αποτελεσµατικό και υψηλής ταχύτητας τρόπο. Ένα 
σύνολο µοντέλων ταξινόµησης για κάθε κατηγορία έχει προταθεί από τους [34] ως µέθοδος αντιµετώπισης 
του φαινοµένου, κατηγορίες που εξαφανίζονται από την είσοδο των δεδοµένων για πολύ καιρό και ξανά 
εµφανίζονται να κατηγοριοποιούνται σωστά. 

Τα δέντρα αποφάσεων (Decision trees) έχουν χρησιµοποιηθεί επίσης στην κατηγοριοποίηση ροής κειµένων. 
Συγκεκριµένα το Hoeffding bound [35] επιλέγει ένα βέλτιστο χαρακτηριστικό διάσπασης στο εύρος ροής 
δεδοµένων. Τα Hoeffding trees δεσµεύουν έναν αριθµό παρατηρήσεων που απαιτούνται για να µετρηθεί η 
καταλληλότητα ενός χαρακτηριστικού που υπάρχει στη ροή κειµένων και παρουσιάζει καλύτερα 
αποτελέσµατα από τις µη σταδιακές τεχνικές µάθησης που χρησιµοποιούν ένα απεριόριστο πλήθος 
παρατηρήσεων. Με τον ίδιο τρόπο, τεχνικές Random Forests έχουν ενσωµατώσει έναν προσαρµοστικό 
αλγόριθµο [36] για να αναλύσουν αποτελεσµατικά την ροή κειµένων και να αντιµετωπίσουν το ταχέως 
εξελισσόµενο περιεχόµενο της. Για να το πετύχουν αυτό χρησιµοποιούν µια διαδικασία συσσωρευµένης 
εκκίνησης και περιορίζουν τις αποφάσεις διαχωρισµού των φύλλων σε ένα υποσύνολο χαρακτηριστικών. 
Πλατφόρµες λογισµικού που επεξεργάζονται ροές κειµένου είναι επίσης διαθέσιµες όπως το RapidMiner 
(2018) [37] και το Massive Online Analysis MOA [38] και παρέχουν ένα σύνολο τεχνικών ταξινόµησης, 
οµαδοποίησης και παλινδρόµησης (Regression) κατά τη ροή δεδοµένων. Το MOA παρέχει επίσης δύο 
ταξινοµητές που διαχειρίζονται συγκεκριµένα το φαινόµενο αλλαγής θεµάτων (drifting concept) σε µια ροή 
κειµένων: Probabilistic Adaptive Windowing και Self-Adjusting Memory. 

Η βαθιά εκµάθηση έχει προσελκύσει σηµαντική προσοχή [39] τα τελευταία χρόνια ως εξέχουσα τεχνική 
µάθησης σε ένα σύνολο στατικών δεδοµένων και ροής δεδοµένων [40]. Τα βαθιά συνελικτικά δίκτυα 
(Convolution Networks) [41] παρουσιάζουν σηµαντικά αποτελέσµατα, καθώς το βάθος των νευρωνικών 
δικτύων αυξάνεται και χρησιµοποιούν µικρές συνελίξεις µε χαρακτήρες ως είσοδο. Τα συνελικτικά 
νευρωνικά δίκτυα που έχουν αµφίδροµα επαναλαµβανόµενα επίπεδα στα οποία χρησιµοποιούνται 
διανύσµατα από λέξεις µειώνουν την απώλεια τοπικής πληροφορίας και αποδίδουν τις εξαρτήσεις που 
υπάρχουν µεταξύ των ακολουθιών λέξεων [42]. Επίσης τα Deep Belief Networks έχουν συνδυαστεί µε 
επιτυχία µε την τεχνική regression softmax [8] για την επίλυση προβληµάτων υπολογισµού µεγάλου όγκου 
δεδοµένων κειµένου. Αυτές οι τεχνικές βαθιάς εκµάθησης έχουν εφαρµοστεί  στα πλαίσια 
προγραµµατιστικών µοντέλων όπως το Apache Spark [43]. Επιπλέον, στην έρευνα [44] έχει εφαρµοστεί µια 
προσαρµογή της ταξινόµησης συνεχούς ροής κειµένων χρησιµοποιώντας τα δίκτυα Boltzman Machines και 
Deep Belief. 

Ένα κατανεµηµένο, κλιµακωτό µοντέλο µε µικρό χρόνο απόκρισης µπορεί να υποστηρίξει αλγόριθµους 
κατηγοριοποίησης ροής κειµένων που εµφανίζονται µε υψηλή συχνότητα. Τα υπολογιστικά  νέφη είναι µια 
ευρέως χρησιµοποιούµενη λύση που ικανοποιεί τις απαιτήσεις υπολογισµού, µνήµης και απόδοσης σε 
οικονοµικά αποδοτικές λύσεις. Μια επισκόπηση των εργαλείων λογισµικού και των τεχνολογιών για την 
ανάπτυξη ανάλυσης κλιµακούµενων δεδοµένων σε υπολογιστικά συστήµατα νέφους παρέχεται από τον 
Belcastro [45]. Μια ανασκόπηση σχετικά µε την επεξεργασία ροών δεδοµένων και τα εργαλεία που 
παρέχονται ως υπηρεσία περιλαµβάνει το Amazon Kinesis, το Google Dataflow και τo Azure Stream 
Analysis [46]. Για την καλύτερη λειτουργία µια υπηρεσίας όπου κάνει αυτόµατη ταξινόµηση ροής κειµένων 
προκύπτουν προκλήσεις όπως ο µεγάλος όγκος δεδοµένων εισόδου, η άµεση διαχείριση των ροών κειµένου, 
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ο εντοπισµός των σηµείων συµφόρησης, ο προγραµµατισµός και η προσαρµογή των εφαρµογών και η 
κατανοµή πόρων, ώστε να ανταποκρίνονται στις απαιτήσεις των υπηρεσιών επεξεργασίας ροών κειµένου µε 
δυναµικό τρόπο. 

Η µέθοδος ταξινόµησης γράφων N-γραµµάτων που θα χρησιµοποιηθεί στη δουλειά µας χρησιµοποίησε το 
µοντέλο προγραµµατισµού Beam [6]. Το Beam διαθέτει σηµαντικά πλεονεκτήµατα σε σύγκριση µε τα Spark 
και Hadoop καθώς ενοποιεί τα στατικά δεδοµένα και τα δεδοµένα ροής µε τέτοιο  τρόπο όπου παρέχει έναν 
ολοκληρωµένο τρόπο επεξεργασίας µε χαρακτηριστικά όπως παράθυρα γεγονότων, υδατογραφήµατα και 
ενεργοποιητές (triggers). Το Beam διαθέτει επίσης εξαιρετικές δυνατότητες αυτοσυσχέτισης [47] και πολύ 
ευέλικτες, επεκτάσιµες αλλά και ταυτόχρονα διακριτές δυνατότητες [48] για τον σχεδιασµό αγωγών 
επεξεργασίας δεδοµένων. 

2.7.Συμπεράσματα


Στο κεφάλαιο αυτό ξεκινήσαµε από την διαισθητική αντίληψη ότι κείµενα που έχουν τις ίδιες λέξεις θα 
διαπραγµατεύονται και παρόµοια θέµατα. Αρχικά θεωρήσαµε  κάθε λέξη ενός κειµένου µια µεταβλητή και 
απεικονίσαµε τα κείµενα ως διανύσµατα σε έναν ν-διάστατο χώρο σύµφωνα µε το µοντέλο σάκου λέξεων. 
Τα κείµενα που αποτελούν πυκνώµατα σε αυτόν τον ν-διάστατο χώρο, πιστεύουµε ότι αποτελούν συστάδες. 
Όταν θέλουµε να βρούµε την απάντηση µιας ερώτησης, απλώς απεικονίζουµε αυτή την ερώτηση ως ένα 
διάνυσµα στον ν-διάστατο χώρο και όσα κείµενα βρίσκονται πιο κοντά της είναι η απάντηση. 

Το πρόβληµα της συνωνυµίας, της πολυσηµίας των λέξεων, καθώς και το ότι οι διαστάσεις που έχουν τα 
διανύσµατα είναι πολλές, µας οδήγησαν να προσπαθήσουµε να χρησιµοποιήσουµε µαθηµατικά µοντέλα.  

Η µέθοδος LSA χρησιµοποιώντας αλγεβρικά κριτήρια µπορεί να ενοποιεί συνώνυµες λέξεις ή ακόµη και 
λέξεις που έχουν νοηµατική συγγένεια σε άδηλες µεταβλητές, οπότε το πρόβληµα της συνωνυµίας λύθηκε, 
καθώς επίσης και το να µειωθεί  το πλήθος  των διαστάσεων των διανυσµάτων. 

Εξέλιξη της LSA είναι η PLSA. Εδώ χρησιµοποιούµε στατιστικά και πιθανοτικά µοντέλα για να 
εκπαιδεύσουµε στο σύστηµα µας. Κάθε λέξη αντιστοιχεί σε κάποιο θέµα, το θέµα είναι µια άδηλη 
µεταβλητή, και κάθε κείµενο αναλόγως ποιες λέξεις έχει, αντιστοιχεί ποσοστιαία σε µια σειρά από θέµατα. 

Τέλος είδαµε πως µε την χρήση της συνάρτησης κατανοµής Dirichlet υλοποιήθηκε η µέθοδος LDA, που 
ορίζει ένα generative µοντέλο και είναι σε θέση να συσταδοποιήσει µια συλλογή κειµένων σ’ ένα k πλήθος 
κατηγοριών. Αυτό στις περισσότερες περιπτώσεις το πετυχαίνει µε  καλύτερη ακρίβεια από οποιαδήποτε 
άλλη µέθοδο, ενώ ταυτόχρονα είναι σε θέση να βρει ποιες λέξεις είναι σηµαντικές σε κάθε κατηγορία 
ταξινοµώντας τες σε φθίνουσα σειρά σηµασίας. 

Είναι αξιοσηµείωτο πως ενώ ως δεδοµένο έχουµε µόνο την παρατήρηση λέξεων µέσα σε κείµενα ο 
µηχανικός και ο επιστήµονας εφαρµόζει διαδοχικά όλο και πιο ανεπτυγµένα µαθηµατικά µοντέλα για να 
βελτιώσει την ακρίβεια των αποτελεσµάτων του. Ταυτόχρονα αποτελεί πρόκληση η ανάπτυξη νέων 
µαθηµατικών µοντέλων που θα µπορούσαν να εφαρµοστούν για τις ανάγκες της τεχνολογίας που ολοένα 
αυξάνονται. 

Τέλος, το µοντέλο γράφων N-γραµµάτων που θα αναλύσουµε στην συνέχεια είναι ένα µοντέλο 
αναπαράστασης κειµένων που διαφέρει από το ευρέως χρησιµοποιούµενο µοντέλο BoW. Στο µοντέλο BoW, 
το κείµενο αναπαρίσταται ως µια πολλαπλή οµάδα αντικειµένων, όπως λέξεις ή N-γράµµατα, χωρίς να 
λαµβάνεται υπόψη η ακολουθία των στοιχείων. Οι γράφοι N-γραµµάτων µπορούν να διατηρήσουν την 
ακολουθία στοιχείων και να αναπαραστήσουν ένα κείµενο µε πιο αντιπροσωπευτικό και συνεκτικό τρόπο. 
Το µοντέλο αναπαράστασης γράφων Ν-γραµµάτων προτάθηκε αρχικά για την αξιολόγηση περιλήψεων 
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κειµένων [49] και παραµένει ανοιχτό πεδίο για περαιτέρω έρευνα και εφαρµογές όπως θα δούµε στις 
επόµενες ενότητες. 
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3. Μετρικές Αξιολόγησης Κατηγοριοποιήσεων και 
Συσταδοποιήσεων


Στο παρόν κεφάλαιο παρουσιάζουµε τις περισσότερες µετρικές που µπορούν να χρησιµοποιηθούν για να 
αξιολογήσουν κατά πόσο µια κατηγοριοποίηση - συσταδοποιήση κειµένων, διανυσµάτων ή οποιοδήποτε 
αντικειµένων είναι καλή. Οι µετρικές µπορεί να χρησιµοποιούν ένα σηµείο αναφοράς, εξωτερικές, δηλαδή 
µια σωστή κατηγοριοποίηση των δεδοµένων ή να βασίζονται µόνο στα αποτελέσµατα ενός αλγορίθµου 
συσταδοποίησης, εσωτερικές. Παρουσιάζουµε τις βασικές ιδιότητες που πρέπει να ικανοποιούν και τις 
κατατάσσουµε  βάση κριτηρίων όπως το ταίριασµα συστάδων µε κατηγορίες, την αναλογία µεταξύ σωστών 
και λάθος συσταδοποιηµένων ζευγαριών, την edit distance οµοιότητα και σχέσεων από την θεωρία 
πληροφορίας. Επίσης αναφέρουµε τις BCubed µετρικές και τις επεκτείνουµε για επικαλυπτόµενες 
συσταδοποιήσεις. Τέλος παρουσιάζουµε την δεκαπλή-αναδιπλώσεων διασταυρούµενη αξιολόγηση (10-fold 
cross validation) σε συνδυασµό µε τις Μίκρο και Μάκρο µετρήσεις αξιολόγησης που θα τις 
χρησιµοποιήσουµε για να αξιολογήσουµε τα περισσότερα πειραµατικά αποτελέσµατα. 

3.1.Εισαγωγή στης Μετρικές Αξιολόγησης Κατηγοριοποιήσεων 
και Συσταδοποιήσεων


Συσταδοποίηση ονοµάζουµε την διαδικασία κατά την οποία καταχωρούµε αντικείµενα σε λογικές οµάδες, 
µε τέτοιο τρόπο ούτως ώστε τα αντικείµενα που παρουσιάζουν στοιχεία οµοιότητας να είναι µαζί στην ίδια 
λογική οµάδα ενώ τα αντικείµενα που διαφέρουν αναµεταξύ τους να βρίσκονται σε διαφορετικές λογικές 
οµάδες. 

Τεχνικές συσταδοποίησης έχουν εφαρµογή σε πολλούς επιστηµονικούς κλάδους όπως η βιολογία[50], η 
φαρµακευτική [51], το marketing [52], τα κοινωνικά δίκτυα [53], η επεξεργασία εικόνας [54], τα συστήµατα 
συστάσεων [55], η ηλεκτρονική [56] και οι κοινωνικές επιστήµες [57]. 

Αλγόριθµοι που παράγουν συσταδοποιήσεις είναι ένα ερευνητικό θέµα που έχει απασχολήσει σε µεγάλο 
βαθµό την επιστηµονική κοινότητα και είναι αξιοσηµείωτο το µεγάλο πλήθος µεθόδων που έχουν προταθεί 
[58].  

Το µεγάλο πλήθος αλγορίθµων συσταδοποίησης που υπάρχει, οι διαφορετικές ανάγκες τις οποίες χρειάζεται 
να καλύψει κάθε εφαρµογή και οι ιδιαιτερότητες κάθε data set το οποίο καλούµαστε να συσταδοποιήσουµε 
κάνουν µεγάλη την ανάγκη ύπαρξης µιας σειράς µετρικών σχέσεων µε τα οποία θα µπορούµε να 
αξιολογήσουµε τις συσταδοποιήσεις. Αυτές τις  µετρικές θα παρουσιάσουµε στις επόµενες ενότητες. 

3.2.Ιδιότητες Αξιολόγησης Συσταδοποιήσεων


Θα περιγράψουµε µια σειρά από ιδιότητες που θα πρέπει µια µετρική σχέση να ικανοποιεί ούτως ώστε να 
παράγει αξιόπιστα αποτελέσµατα. Οι ιδιότητες αυτές είναι η βάση για να κατανοήσουµε τα προτερήµατα 
αλλά και τα µειονεκτήµατα κάθε µετρικής σχέσης.  

Αρχικά θα περιγράψουµε τις πιο σηµαντικές ιδιότητες που πρέπει µια µετρική σχέση να ικανοποιεί. Έπειτα 
αναφέρουµε δύο ακόµη σύνολα ιδιοτήτων. Για να διατυπώσουµε τις ιδιότητες που θα δούµε χρησιµοποιούµε 
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την ακόλουθη ορολογία. Σε ένα υποθετικό data set θα έχουµε δύο σύνολα συσταδοποιήσεων B  και B  όπου 
το B  θα είναι πιο καλά συσταδοποιηµένο από το B . Κάθε µετρική σχέση συµβολίζεται ως Q και το ότι µια 
ιδιότητα συµβάλει στο να είναι η συσταδοποίηση B  καλύτερη από την B  φαίνεται από την σχέση        
Q(B ) B Q(B . Οι σωστές κατηγορίες θα συµβολίζονται ως B … B . 

Επίσης καθ’ όλη την διάρκεια της εργασίας ως συστάδες εννοούµε τα σύνολα στοιχείων που 
δηµιουργήθηκαν από έναν αλγόριθµο συσταδοποίησης. Ως κλάσεις εννοούµε τα σύνολα στοιχείων που 
δηµιουργήθηκαν από έναν αλγόριθµο ταξινόµησης (classification). Ως κατηγορίες εννοούµε τα σύνολα 
στοιχείων που είναι σωστά ταξινοµηµένα σύµφωνα µε ένα validation data set. Οι κατηγορίες δεν 
προκύπτουν από ένα αλγόριθµο αλλά είναι ένα gold standard (σηµείο αναφοράς) µε το οποίο πρέπει να 
συγκρίνουµε την µέθοδο µας για να δούµε κατά πόσο µια µετρική αξιολόγησης συστάδων είναι καλή.  

Τους όρους ταξινόµηση, συσταδοποίηση, classification και clustering µπορούµε να τους εναλλάσσουµε 
εξίσου για τις ανάγκες της εργασίας, αν και διαπραγµατεύονται διαφορετικές οικογένειες αλγορίθµων. Αυτό 
οφείλεται στο ότι οι ίδιες µετρικές αξιολόγησης µπορούν να χρησιµοποιηθούν και για προβλήµατα 
ταξινόµησης και για προβλήµατα συσταδοποίησης. 

3.2.1.Ομοιογένεια συστάδας

Έστω S ένα σύνολο από αντικείµενα που ανήκουν στις κατηγορίες B …B . B  είναι µια συσταδοποίηση 
όπου το cluster C αναµειγνύει αντικείµενα από δύο κατηγορίες B  και  B . B  είναι µια συσταδοποίηση 
πανοµοιότυπη µε τη B  µε την µόνη διαφορά ότι το cluster C έχει αντικατασταθεί µε δύο cluster που 
περιέχουν σωστά τα αντικείµενα της κατηγορίας  B  και B  αντίστοιχα. Η µετρική αξιολόγησης Q ικανοποιεί 
την σχέση Q( B ) B Q(B . 

Η ιδέα στην οποία βασίζεται η ιδιότητα της οµογένειας είναι ότι κάθε συστάδα που θα δηµιουργηθεί θα 
πρέπει να αποτελείται από αντικείµενα µόνο µιας κατηγορίας, που είναι όµοια και να µην αναµιγνύονται 
ανόµοια αντικείµενα στην ίδια συστάδα. Στοιχεία από δύο διαφορετικές κατηγορίες δεν πρέπει να 
συνδυάζονται στην ίδια συστάδα. 

Σχήµα 3.1 Οµοιογένεια συστάδας 

Στο σχήµα 3.1 βλέπουµε την Οµοιογένεια συστάδας (Cluster Homogeneity) και πώς η ένωση δύο σωστών 
κατηγοριών σε µία συστάδα συµβάλει στο να µειωθεί η ακρίβεια µιας µετρικής µεθόδου. Δεξιά έχουµε την 
σωστή συσταδοποίηση B που όλα τα µαύρα αντικείµενα είναι µαζί σε µια συστάδα και όλα τα λευκά είναι 
µαζί σε µιαν άλλη συστάδα. Αριστερά στην συσταδοποίηση B , τα λευκά µε τα µαύρα αντικείµενα 
συνδυάστηκαν οπότε Q( B ) B Q(B . 

D1 D2
D2 D1

D2 D1
D1   <   D2) L1 Ln

L1 Ln D1
Li Lj D2

D1,
Li Lj

D1   <   D2)

D2 
D2

D1   <   D2)
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3.2.2.Πληρότητα συστάδας

Η συµπληρωµατική ιδιότητα του cluster homogeneity είναι η Πληρότητα συστάδας (cluster completeness). 
Εδώ το ζητούµενο είναι τα αντικείµενα που ανήκουν στην ίδια αρχικά σωστή κατηγορία να  
συσταδοποιούνται µαζί στην ίδια συστάδα και να µην κατανέµονται σε πολλές συστάδες. Εκφράζοντας το 
µε άλλα λόγια, διαφορετικές συστάδες πρέπει να περιέχουν αντικείµενα από διαφορετικές κατηγορίες. Αυτή 
την διαισθητική έννοια θα την διατυπώσουµε πιο επίσηµα. Έστω B  είναι µια συσταδοποίηση τέτοια όπου 
δύο clusters B  και  B  περιέχουν αντικείµενα από την ίδια κατηγορία L. Έστω επίσης µια άλλη 
συσταδοποίηση B  που είναι πανοµοιότυπη µε την B  εκτός από την διαφορά ότι τα B και  B  είναι 
ενωµένα σ’ ένα cluster. Τότε η συσταδοποίηση B  είναι καλύτερη από την B  και Q( B ) B Q(B . 

Σχήµα 3.2 Πληρότητα συστάδας 

Στο σχήµα 3.2 αναπαριστάται η πληρότητα συστάδας (Cluster Completeness) και πώς τα αντικείµενα µιας 
αρχικής σωστής κατηγορίας θα πρέπει να διατηρηθούν µαζί και να µην διασπαστούν σε δύο διαφορετικές 
συστάδες. Παρατηρούµε στην αριστερή συσταδοποίηση ότι ενώ όλα τα µαύρα αντικείµενα είναι όµοια, 
έχουν συσταδοποιηθεί ξεχωριστά, σε δύο διαφορετικές συστάδες. Ενώ στην δεξιά έχουν συσταδοποιηθεί 
µαζί. 

Οι δύο ιδιότητες Cluster Homogeneity και Cluster Completeness είναι οι δύο πιο βασικές που ένας 
αλγόριθµος συσταδοποίησης πρέπει να ικανοποιεί. Ενώνοντάς τες σε µια φράση, θα µπορούσαµε να 
εκφράσουµε την πρόταση ότι σκοπός µας είναι να κρατήσουµε τα αντικείµενα από την ίδια κατηγορία µαζί 
και να κρατήσουµε τα αντικείµενα από διαφορετικές κατηγορίες χωριστά. Παρότι αυτές οι δύο ιδιότητες 
φαίνονται πολύ βασικές υπάρχουν κριτήρια αξιολόγησης συσταδοποιήσεων που δεν τις ικανοποιούν.  

3.2.3.Σάκος κουρελιών

Η ιδιότητα σάκος κουρελιών (Rag Bag) δηλώνει ότι το να εισαγάγουµε διαταραχή (disorder) σε ένα ήδη 
διαταραγµένο cluster είναι λιγότερο επιβλαβές από το να εισαγάγουµε διαταραχή σε ένα καθαρό cluster. Με 
τον όρο διαταραγµένο cluster εννοούµε ένα cluster που περιέχει ανόµοια αντικείµενα.  

Καθαρό cluster είναι ένα cluster που όλα του τα αντικείµενα είναι όµοια αναµεταξύ τους.   Λέγοντας να 
εισαγάγουµε διαταραχή σε ένα καθαρό cluster, εννοούµε σε ένα καθαρό cluster να εισαγάγουµε κάποια 
αντικείµενα που δεν ταιριάζουν µε τα υπόλοιπα που το αποτελούν. 

Σίγουρα θα υπάρχουν αντικείµενα που δεν θα ταιριάζουν µε κανένα από τα ήδη υπαρκτά cluster. Δεν θα 
ήταν καλή τακτική αυτά τα αντικείµενα να τα εισαγάγουµε σε καθαρά cluster, αλλά θα ήταν προτιµότερο να 
φτιάξουµε ένα ειδικό cluster, που το ονοµάζουµε rag bag, ώστε να τα εισαγάγουµε σε αυτό. Το Rag Bag 
είναι µια συστάδα που αποτελείται από όλα τα αντικείµενα που παρουσιάζουν χαµηλή έως και καθόλου 
οµοιότητα µε τα υπόλοιπα cluster. 

D1
C1 C2

D2 D1 C1 C2
D2 D1 D1   <   D2)
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Ένα ιδανικό σύστηµα συσταδοποίησης θα µπορούσε όλα τα αντικείµενα που δεν ταιριάζουν µε κάποιο 
cluster να µην τα συσταδοποιήσει και να τα απορρίψει. Από την άλλη, όταν συγκρίνουµε συστήµατα 
συσταδοποίησης, καλό θα ήταν για λόγους πληρότητας να µην αφαιρούµε αντικείµενα, γιατί  το ένα 
σύστηµα µπορεί ένα αντικείµενο να το θεωρήσει χρήσιµη πληροφορία και το άλλο διαταραχή. 

Διατυπώνοντας αυτή την ιδιότητα πιο επίσηµα θεωρούµε  B   ένα cluster µε n όµοια αντικείµενα που 
ανήκουν στην ίδια κατηγορία και  B   ένα cluster που ενώνει n αντικείµενα από µοναδιαίες κατηγορίες. 
B  είναι µια συσταδοποίηση, όπου το αντικείµενο µιας µοναδιαίας κατηγορίας, συσταδοποιείται σε µια 
καθαρή συστάδα B    και B  είναι µια συσταδοποίηση, που το αντικείµενο της µοναδιαίας 
συσταδοποίησης συσταδοποιείται στην B , τότε Q(B )B Q(B . Μοναδιαία κατηγορία εννοούµε µια 
κατηγορία που αποτελείται από ένα αντικείµενο που δεν µπορεί να περιληφθεί σε οποιαδήποτε άλλη 
κατηγορία. 

Σχήµα 3.3 Σάκος κουρελιών 

Στο σχήµα 3.3 εικονίζεται πως στην αριστερή συσταδοποίηση ένα αντικείµενο που δεν ταιριάζει µε τα 
υπόλοιπα µαύρα αντικείµενα έχει συσταδοποιηθεί µαζί τους. Αυτό χαλάει την καθαρότητα της συστάδας µε 
τα µαύρα αντικείµενα. Στην δεξιά συσταδοποίηση, η συστάδα µε τα µαύρα αντικείµενα παραµένει καθαρή 
και έχουµε µια συστάδα Rag Bag που συναθροίζει όλα τα αντικείµενα που δεν ταιριάζουν να 
συσταδοποιηθούν κάπου αλλού. 

3.2.4.Μέγεθος ενάντιων ποσότητας

Η ιδιότητα συστάδας µέγεθος ενάντιων ποσότητας (clusters size vs. quantity) εκφράζει ότι είναι προτιµότερο 
ένα µικρό λάθος σ’ ένα µεγάλο cluster παρά ένας µεγάλος αριθµός από µικρά λάθη σε µικρά cluster. 

Μια µορφή αυτής τις ιδιότητας είναι ότι είναι προτιµότερο να διαχωρίσουµε ένα αντικείµενο από την 
µεγάλη συστάδα που ανήκει από το να διασπάσουµε πολλές µικρές συστάδες. Αυτό φαίνεται στο σχήµα 3.4. 

Θα διατυπώσουµε καλύτερα αυτήν την ιδιότητα που περιγράψαµε. Έστω D µια κατηγοριοποίηση στην 
οποία υπάρχει µια κατηγορία L µε N+1 αντικείµενα και n κατηγορίες B  που περιλαµβάνουν δύο 
αντικείµενα. Παράγουµε επίσης, την συσταδοποίηση B  όπου είναι όµοια µε την κατηγοριοποίηση D µε την 
διαφορά ότι κάθε κατηγορία B   που έχει δύο αντικείµενα σπάει, ούτως ώστε κάθε αντικείµενο να είναι µια 
µοναδιαία συστάδα. B  είναι µια συσταδοποίηση όµοια µε την κατηγοριοποίηση D µε την διαφορά ότι η 
κατηγορία L που περιέχει n + 1 αντικείµενα σπάει σε µια συστάδα των n αντικειµένων και µια συστάδα του 
ενός αντικειµένου. Η συσταδοποίηση B  είναι καλύτερη από την συσταδοποίηση B  Q(B ) B Q(B . 

Στο σχήµα 3.4 βλέπουµε ότι είναι προτιµότερο να έχουµε ένα µικρό λάθος σε µια µεγάλη συστάδα από ότι 
πολλά λάθη σε µικρές συστάδες. Η δεξιά συσταδοποίηση κάνει λάθος µόνο σ’ ένα µαύρο αντικείµενο που 
ανήκει σε µια µεγάλη συστάδα ενώ έχει διατηρήσει σωστές όλες τις µικρές συστάδες. Η αριστερή 

Cclean
Cnoisy

D1
Cclean  D2

Cnoisy D1   <   D2)

L1…Ln
D1

Li
D2

D2 D1 D1   <   D2)
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συσταδοποίηση έχει αφήσει ανέπαφη την συστάδα µε τα µαύρα αντικείµενα ενώ έχει διασπάσει όλες τις 
µικρές συστάδες. Είναι προτιµότερη η δεξιά συσταδοποίηση. 

Σχήµα 3.4 Μέγεθος εναντίον ποσότητας 

3.2.5.Περιορισμός του Dom

Σε αυτή την υποενότητα θα αναφέρουµε ιδιότητες που βασίζονται στην θεωρία της εντροπίας της 
πληροφορίας[59][60]. Η ποιότητα µιας συσταδοποίησης µπορεί να προκύψει από µετρικές που έχουν τις 
εξής παραµέτρους: Τον αριθµό των κατηγοριών, τον αριθµό των noise συστάδων, τον αριθµό των χρήσιµων 
συστάδων και τρεις ιδιότητες της µάζας πιθανότητας του λάθους που µπορεί να προκύψει. 

Noise συστάδες είναι αυτές που περιλαµβάνουν αντικείµενα από όλες τις κατηγορίες, µε ίση πιθανότητα από 
την κάθε µία. Χρήσιµες συστάδες είναι αυτές στις οποίες επικρατεί κυρίως µία κατηγορία. Η µάζα 
πιθανότητα λάθους δηλώνει σε τι βαθµό τα αντικείµενα δεν συσταδοποιούνται στις χρήσιµες συστάδες. 

Οι ιδιότητες αυτές δηλώνουν την ιδέα ότι µια συσταδοποίηση δεν είναι καλή όταν:  

• Ο αριθµός των χρήσιµων συστάδων διαφέρει κατά πολύ από τις κατηγορίες. 

• Ο αριθµός των noise συστάδων είναι µεγάλος. 

• Η µάζα πιθανότητα λάθους είναι µεγάλη. 

Γενικώς αυτές οι ιδιότητες ανάγονται στις ιδιότητες που αναφέραµε στις προηγούµενες υποενότητες 3.2.1 - 
3.2.4. Για παράδειγµα οι ιδιότητες Cluster Homogeneity και Cluster Completeness ανάγονται  σε µια µείωση  
ή µια αύξηση των χρήσιµων cluster σε σχέση µε τον αριθµό των κατηγοριών. Από την άλλη η ιδιότητα Rag 
Bag που διαπραγµατευτήκαµε στην υποενότητα 3.2.3 δεν καλύπτεται. Τέλος αυτές οι ιδιότητες δεν είναι 
εύκολο να εκφραστούν καθαρά από µια µετρική σχέση. 

Σχήµα 3.5 Περιορισµός του Dom 
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Στο σχήµα 3.5 βλέπουµε ότι ένα µεγάλο πλήθος από λάθος συστάδες παράγει µια χειρότερης ποιότητας 
συσταδοποίηση από ότι λίγες λάθος συστάδες. 

3.2.6.Περιορισμός Meila

Στην έρευνα comparing clustering [61] προτάθηκαν δώδεκα ιδιότητες που θα πρέπει να ικανοποιεί ένα 
κριτήριο αξιολόγησης. Οι περισσότερες από αυτές δεν σχετίζονται άµεσα µε την ποιότητα που έχει µια 
µετρική αλλά µε τα εγγενή χαρακτηριστικά που πρέπει να έχει, όπως την δυνατότητα να εφαρµόζεται σε 
µεγάλο πλήθος δεδοµένων και την πολυπλοκότητα του. 

Οι ιδιότητες που προτείνονται δεν έχουν να προσφέρουν κάτι περισσότερο από ότι οι ιδιότητες που έχουµε 
ήδη  περιγράψει. Το µόνο όφελος που θα µπορούσε να έχει κάποιος µελετώντας τες, είναι να δει µια 
διαφορετική και πιο αναλυτική διατύπωση των ιδιοτήτων 3.2.1 – 3.2.4.  

3.3.Mετρικές Ομοιότητας Συστάδας - Κατηγορίας


Σε αυτή και τις επόµενες ενότητες θα παρουσιάσουµε τις πιο γνωστές αλλά και λιγότερο γνωστές µετρικές 
που αξιολογούν µια συσταδοποίηση.  

Μια από τις πιο διαδεδοµένες µετρικές σχέσεις, αν όχι η πιο διαδεδοµένη, είναι η Purity και η αντιστροφή 
της, η Inverse Purity. Η Purity και η Inverse Purity συνδυάζονται σε µία σχέση, τον αρµονικό µέσο F.  

3.3.1.Καθαρότητα

Στις µετρικές αυτής της ενότητας αντιστοιχούµε κάθε συστάδα που παράχθηκε σε µία κατηγορία. Η µετρική  
καθαρότητας (Purity) βασίζεται στην συχνότητα που τα αντικείµενα µιας κατηγορίας βρίσκονται µέσα σε 
µια συστάδα. Το ποιας κατηγορίας τα αντικείµενα κυριαρχούν, δηλαδή είναι τα πιο πολλά σε µια συστάδα, 
χαρακτηρίζουν την συστάδα και δηλώνουν ότι συνδέεται µε την αντίστοιχη κατηγορία.  

Θεωρούµε L τις αρχικές σωστές κατηγορίες, C τις συστάδες και N το πλήθος των αντικειµένων που θα 
συσταδοποιηθούν. Η µετρική Purity υπολογίζεται από τον τύπο 3.1. 

B   (3.1) 

To precision του cluster B  για µια κατηγορία B  ορίζεται από την σχέση 3.2 

B   (3.2) 

Η µετρική Purity εκφράζει ότι µειώνεται η ποιότητα µιας συσταδοποίησης όταν εισέρχεται θόρυβος σ’ ένα 
cluster, αλλά δεν µπορεί να εκφράσει την βελτίωση της ποιότητας µιας συσταδοποίησης όταν 
συσταδοποιούνται αντικείµενα από την ίδια κατηγορία µαζί σε µια συστάδα.  

Ακραία περίπτωση της µετρικής Purity είναι να φτιάχνουµε µοναδιαία cluster που περιέχουν µόνο ένα 
αντικείµενο. Σε αυτή την περίπτωση η µετρική Purity θα είναι ένα. Αυτό το κατανοούµε γιατί κάθε συστάδα 
θα θεωρείται καθαρή και ότι δεν αναµιγνύει αντικείµενα από διαφορετικές κατηγορίες.  

Pur it y = ∑
i

Ci

N
m a xj Precision(Ci, Lj)

Ci Lj

Precision(Ci, Lj) =
Ci⋂Lj

Ci
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3.3.2.Αντίστροφη καθαρότητα

Καταλαβαίνουµε ότι η µετρική Purity δεν µπορεί από µόνη της να εκφράσει κατά πόσο µια συσταδοποίηση 
είναι καλή. Θα εισαγάγουµε την µετρική Inverse Purity που είναι συµµετρική της Purity και µπορεί να 
εκφράσει σε τι βαθµό µια συστάδα περιέχει όλα τα αντικείµενα µιας αρχικής κατηγορίας. Η Inverse Purity 
εκφράζεται από τον τύπο 3.3. 

B  (3.3) 

Η µετρική Inverse Purity εκφράζει σε τι βαθµό τα αντικείµενα µιας συστάδας περιέχουν όλα τα αντικείµενα 
µιας αρχικής κατηγορίας. Δεν µπορεί όµως να εκφράσει αν µέσα στην ίδια συστάδα περιέχονται και 
αντικείµενα από άλλες κατηγορίες. Τα αντικείµενα από άλλες κατηγορίες σε αυτήν την περίπτωση 
θεωρούνται θόρυβος. 

Σχήµα 3.6 Αντίστροφη καθαρότητα 

Στο σχήµα 3.6 παρατηρούµε πως το cluster 1 συµβάλει στο να έχουµε υψηλό purity γιατί έχει µέσα του 
πέντε αντικείµενα (x) από µια κατηγορία και µόνο ένα ως θόρυβο. Το cluster 2 συµβάλει στο να έχουµε 
υψηλό inverse Purity γιατί περιέχει τέσσερα από τα συνολικά πέντε αντικείµενα της κατηγορίας (ο). Το 
Purity αυτής της συσταδοποίησης που έχει 3 cluster είναι Purity=(1/17) · (5+4+3) B  0.71 

3.3.3.Φ-μέτρο

Μπορούµε να συνδυάσουµε την µετρική Purity και Inverse Purity στην µετρική F measure όπως φαίνεται 
στην σχέση 3.4. 

B   (3.4) 

To B   δίνεται από τον τύπο 3.5 

B  (3.5) 

In ver se P u r i t y =  ∑
i

Li

N
m a xj Pr ec i s i o n (Li, Cj) 

≈

F = ∑
i

Li

N
ma xj{F(Li, Cj)}

F(Li, Cj)

F(Li, Cj) =
2 · Recall(Li, Cj) · Precision(Li, Cj)

Recall(Li, Cj) + Precision(Li, Cj)
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Το µειονέκτηµα µε τις µετρικές Purity και Inverse Purity είναι ότι δεν ικανοποιούν την ιδιότητα Cluster 
Completeness και Rag Bag. Κάθε κατηγορία κρίνεται µε βάση την συστάδα που έχει πιο πολλά αντικείµενα 
της και οι αλλαγές σε άλλες συστάδες δεν αναγνωρίζονται. 

 

Σχήµα 3.7 Φ-µέτρο 

Στο σχήµα 3.7 παρατηρούµε ότι τα cluster C1 και cluster C2 περιέχουν αντικείµενα από την ίδια κατηγορία. 
Αν τα ενώσουµε θα βελτιωθεί η ποιότητα της συσταδοποίησης, η ιδιότητα Cluster Completeness. Αλλά η 
µετρική Purity και Inverse Purity δεν ικανοποιούν αυτή την ιδιότητα. 

3.4.Mετρικές Σχέσεις Ζευγαριών Αντικειμένων


Μια διαφορετική κατηγορία µετρικών σχέσεων βασίζεται στην καταµέτρηση των ζευγαριών αντικειµένων 
που βρίσκονται µέσα στις συστάδες και τις αρχικές κατηγορίες εξίσου[62].  

Έστω SS είναι το πλήθος των ζευγαριών αντικειµένων που ανήκουν στην ίδια κατηγορία και συστάδα. SD 
είναι το πλήθος των ζευγαριών που ανήκουν στην ίδια συστάδα και διαφορετική κατηγορία. DS είναι το 
πλήθος των ζευγαριών που ανήκουν σε διαφορετική συστάδα και στην ίδια κατηγορία. DD είναι ο αριθµός 
των ζευγαριών που ανήκουν σε διαφορετική κατηγορία και συστάδα. Αυτό που θέλουµε από µια 
συσταδοποίηση είναι να έχουµε µεγάλα SS και DD. Υψηλές τιµές στα DS και SD δηλώνουν ότι η 
συσταδοποίηση που έχει γίνει δεν είναι καλή.  

Στις υποενότητες 3.4.1 – 3.4.3 παρουσιάζουµε τις µετρικές Rand measure [63], Jaccard Coeficient[64] και 
Folkes and Mallows[65]. Το µειονέκτηµα σε αυτές τις µετρικές είναι ότι δεν ικανοποιούν τις ιδιότητες Rag 
Bag και Clusters size vs. quantity. Υπάρχει περίπτωση κάποια αντικείµενα από µία κατηγορία να 
διαχωριστούν σε διαφορετικές συστάδες και και το SS να µειωθεί και το DS να αυξηθεί.  

3.4.1.Rand μέτρο 

To Rand µέτρο υπολογίζει κατά πόσο είναι όµοιες οι συστάδες σε σχέση µε τις κατηγορίες. Αυτό το 
εκφράζει ως ένα ποσοστό των σωστών συσταδοποιήσεων που έχουν γίνει προς όλες τις συσταδοποιήσεις. Η 
εξίσωση δίνεται από τον τύπο 3.6. 
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B  (3.6) 

Η εξίσωση 4.1.1 εκφράζει το άθροισµα των  ζευγαριών των αντικειµένων που έχουν συσταδοποιηθεί σωστά 
µαζί συν το άθροισµα των ζευγαριών των αντικειµένων που σωστά έχουν συσταδοποιηθεί σε διαφορετικές 
συστάδες δια το άθροισµα όλων των ζευγαριών των αντικειµένων που έχουν συσταδοποιηθεί σωστά ή 
λάθος, µαζί ή χώρια. 

3.4.2.Jaccard συντελεστής 

Ο συντελεστής Jaccard αρχικά χρησιµοποιήθηκε για να ποσοτικοποιήσει την οµοιότητα µεταξύ δύο data set 
και µετράει την οµοιότητα µεταξύ πεπερασµένων συνόλων. Ο Jaccard συντελεστής εκφράζει τον λόγο της 
τοµής δυο συνόλων δια της ένωσης τους όπως φαίνεται από τον τύπο 3.7. 

B  (3.7) 

Ο Συντελεστής Jaccard κυµαίνεται µεταξύ µηδέν και ένα B . Στην ακραία περίπτωση που τα 
Α και Β είναι άδεια ορίζεται J(A,B)=1. 

Ακλουθώντας την ορολογία που εκφράσαµε στην αρχή της υποενότητας 3.4 µπορούµε να εκφράσουµε τον 
συντελεστή Jaccard σύµφωνα µε την σχέση 3.8 

B   (3.8) 

Ο συντελεστής Jaccard ισούται µε τον λόγο των ζευγαριών των αντικειµένων που είναι σωστά 
συστηµατοποιηµένα στο ίδιο cluster όπως είναι και στην ίδια κατηγορία δια του αθροίσµατος των ζευγαριών 
που βρίσκονται στην ίδια συστάδα αλλά σε διαφορετικές κατηγορίες, στην ίδια κατηγορία αλλά σε 
διαφορετικές συστάδες και στην ίδια συστάδα και κατηγορία.  

Ο συντελεστής Jaccard έχει έναν συµµετρικό συντελεστή, την απόσταση Jaccard (Jaccard distance) η οποία 
µετράει την ανοµοιότητα µεταξύ των συστάδων που δηµιουργήθηκαν. Η απόσταση Jaccard ισούται µε τον 
λόγο της ένωσης δύο συνόλων πλην την τοµή τους δια την ένωση τους που εκφράζεται από τον τύπο 3.9 ή 
πιο αναλυτικά τον 3.10. 

B  (3.9) 

B  (3.10) 

Rand measure R =
(SS + DD)

SS + SD + DS + DD

J(A, B) =
A ∩ B

A ∪ B

0 ≤ J(A, B) ≤ 1

Jaccard Coef f icient J =  
SS

SS + SD + DS

dJ(A, B) = 1 − J(A, B) =
A⋃B − A⋂B

A⋃B

Jaccard Simillar it y JS =  
SD + DS

SS + SD + DS
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B . 

3.4.3.Folkes και Mallows

Ο συντελεστής Folkes και Mallows είναι ένα συντελεστής που είναι απευθείας ανάλογος µε το πλήθος των 
ζευγαριών των αντικειµένων που είναι σωστά συσταδοποιηµένα σύµφωνα µε τις αρχικές κατηγορίες. Ο 
συντελεστής Fokes and Mallows δίνεται από τον τύπο 3.11 

B  (3.11) 

Αν έχουµε µια συσταδοποίηση που οι συστάδες δεν σχετίζονται µε τις αρχικές κατηγορίες, η τιµή αυτού του 
συντελεστή προσεγγίζει το µηδέν και δείχνει καλύτερα αποτελέσµατα[65] από άλλους συντελεστές, όπως ο 
Rand measure. Επίσης η µετρική Folkes και Mallows έχει καλά αποτελέσµατα αν θόρυβος προστεθεί στο 
data set και την συταδοποίηση, καθώς επίσης και στην πιο ακραία περίπτωση που έχουν σχηµατιστεί 
διαφορετικό πλήθος συστάδες από ότι αρχικές κατηγορίες.  

3.5.Μετρικές που Βασίζονται στην Θεωρία Πληροφορίας


Η Θεωρία πληροφορίας είναι τµήµα των εφαρµοσµένων µαθηµατικών και βασίζεται στην θεωρία 
πιθανοτήτων και στατιστικής. Ένας από τους κύριους σκοπούς της είναι η ποσοτικοποίηση της 
πληροφορίας. Δύο από τις βασικότερες ποσότητες τις πληροφορίας είναι η εντροπία και η κοινή πληροφορία 
(mutual information). Με βάση αυτές τις δύο θα παρουσιάσουµε δύο µετρικές αξιολόγησης 
συσταδοποιήσεων. 

3.5.1.Μετρικές βασισμένες στην εντροπία 

Η µετρική που βασίζεται στην εντροπία[66] δείχνει πως τα µέλη από k κατηγορίες κατανέµονται µέσα σε 
κάθε cluster. Η γενική ποιότητα της συσταδοποίησης υπολογίζεται από την µέση εντροπία από όλα τα 
cluster και δίνεται από τον τύπο 3.12 

B  (3.12) 

Το P(i,j) είναι η πιθανότητα του να βρεθεί ένα αντικείµενο από την κατηγορία i στην συστάδα j, B είναι το 
πλήθος των αντικειµένων στο cluster j και n είναι ο συνολικός αριθµός των αντικειµένων που 
συσταδοποιούνται.  

Όλες οι µετρικές που βασίζονται στην εντροπία δεν ικανοποιούν την ιδιότητα Rag Bag. Η αύξηση της 
εντροπίας όταν ένα αντικείµενο προστίθεται είναι ανεξάρτητη από το πόσο διαταραγµένο ήταν το cluster 
πριν και είναι αντιστοιχεί µόνο µε το κατά πόσο εισήχθηκε λάθος ένα αντικείµενο σ’ ένα καθαρό ή 
disordered cluster.  

Α △ Β = (Α⋃Β) − (Α⋂Β)

Folk es an d Mallows FM =  
SS

SS + SD
·

SS
SS + DS

Entropy =   − ∑
j

nj

n
 ∑

i

P(i, j ) · log2P(i, j )

nj 
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3.5.2.Μετρικές βασισμένες στην κοινή πληροφορία

Η κοινή πληροφορία (Mutual information) στην θεωρία πληροφορίας µετρά το ποσό της πληροφορίας που 
µπορεί να αποκτηθεί για µια τυχαία µεταβλητή παρατηρώντας µια άλλη. 

Για τις ανάγκες της αξιολόγησης συσταδοποιήσεων, µπορεί να χρησιµοποιηθεί η κοινή πληροφορία για να 
δηλώσει πόση πληροφορία µοιράζεται µεταξύ µιας συσταδοποίησης σε σχέση µε τις αρχικές τις κατηγορίες. 
Η µετρική αυτή δυστυχώς δεν έχει καλά αποτελέσµατα[67] και δεν χρησιµοποιείται συχνά για αυτό θα 
παρουσιαστεί συνοπτικά. 

Η µετρική Mutual information δύο µεταβλητών µετρά κατά πόσο δύο µεταβλητές, στην περίπτωση µας δύο 
σύνολα στοιχείων, εξαρτώνται το ένα από το άλλο. Δηλαδή αναµένουµε ότι αν µια συσταδοποίηση και µια 
κατηγοριοποίηση έχουν υψηλή Mutual information τιµή τότε η συσταδοποίηση εξαρτάται σε µεγάλο βαθµό 
από την κατηγοροποίηση και άρα θα είναι καλή. 

Η µετρική Mutual information για δύο διακριτές µεταβλητές Χ και Y δίνεται από την εξίσωση 3.13  

B   (3.13) 

Η συνάρτηση αυτή µετρά σε τι βαθµό η πληροφορία που υπάρχει στο X υπάρχει και στο Υ. Αν το Χ και Υ 
είναι ανεξάρτητα τότε το Χ δεν προσφέρει κάποια πληροφορία για το Υ. Στις δικές µας ανάγκες αυτό 
µεταφράζεται ότι αν τα Χ και Υ είναι ανεξάρτητα τότε τα αντικείµενα που ανήκουν στην κατηγορία Α θα 
συσταδοποιηθούν τυχαία σε άλλα cluster και δεν θα είναι µαζί σε ένα αντιπροσωπευτικό cluster. Η άλλη 
περίπτωση είναι αν η εξίσωση 3.13 έχει υψηλή τιµή τότε αναµένουµε τα αντικείµενα που είναι µαζί στις 
ίδιες κατηγορίες να είναι µαζί και στις αντίστοιχες συστάδες. 

3.6.Μετρικές που Βασίζονται στο Edit Distance


Μια διαφορετική µετρική µέθοδος για να αξιολογήσει του πόσο καλή είναι µια συσταδοποιήση προκύπτει 
µε βάση του πόσο απέχει µια συσταδοποίηση από την αρχική σωστή κατηγοριοποίηση[68]. 

Η µετρικές αυτής της κατηγορίας βασίζονται στον αριθµό των µετασχηµατισµών που πρέπει να γίνουν 
ούτως ώστε ξεκινώντας από µια συσταδοποίηση να καταλήξουµε στην αρχική κατηγορία. Όσο λιγότεροι 
µετασχηµατισµοί χρειαστούν τόσο πιο κοντά θεωρούµε ότι βρίσκονται η συστάδα µε την κατηγορία. Όσο 
λιγότεροι µετασχηµατιστούν χρειαστούν τόσο πιο καλή είναι µια συσταδοποίηση.  

Η µετρική που βασίζεται στο πλήθος των µετασχηµατισµών δηλώνει έµµεσα τι απόσταση υπάρχει µεταξύ 
µιας συσταδοποίησης και των αρχικών κατηγοριών. 

Οι µετασχηµατισµοί που µπορούν να γίνουν είναι η ένωση δύο συστάδων και µετακίνηση ενός αντικειµένου 
από µια συστάδα σε µιαν άλλη.  

Οι ιδιότητες Cluster Homogeneity και Rag Bag δεν ικανοποιούνται από την µετρική που βασίζεται στην 
απόσταση µεταξύ συστάδων µε κατηγοριών. Ανεξάρτητα µε το πού έχει εισαχθεί ο θόρυβος είτε σε ένα 
καθαρό cluster είτε σ’ ένα disordered το µόνο που µετράει είναι το πλήθος των µετασχηµατισµών. 

I(X; Y ) = ∑
y∈Y

∑
x∈X

p(x , y)log( p(x , y)
p(x) · p(y) )
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3.7.Μετρικές Ομοιότητας Αντικειμένων (BCubed)


Οι µετρικές σχέσεις που µελετήσαµε στις προηγούµενες ενότητες δεν µπορούν να ικανοποιήσουν όλες τις 
ιδιότητες που αναφέραµε στις υποενότητες 3.2.1 – 3.2.4. Ειδικά την ιδιότητα Rag Bag δεν την ικανοποιεί 
καµία µετρική σχέση.  

Οι µετρικές BCubed precision και recall[69] είναι µετρικές που µπορούν να ικανοποιήσουν και τις τέσσερις 
ιδιότητες. Σε αντίθεση µε τις µετρικές Purity και Entropy οι οποίες υπολογίζουν ανεξάρτητα την ποιότητα 
του κάθε cluster οι µετρικές BCubed αναγάγουν την αξιολόγηση στο να υπολογίσουν το precision και το 
recall για κάθε αντικείµενο. 

Το precision κάθε αντικειµένου δηλώνει πόσα αντικείµενα από την ίδια συστάδα ανήκουν στην κατηγορία 
του. Αντίστοιχα το recall δηλώνει πόσα αντικείµενα από την ίδια κατηγορία  εµφανίζονται στο cluster που 
βρίσκεται το αντικείµενο. 

 

Σχήµα 3.8 Precision και Recall 

Στο σχήµα 3.8 παρατηρούµε ότι το precision για το αντικείµενο e είναι precision(e)=4/5 γιατί στην κάτω 
αριστερά συστάδα υπάρχουν σύνολο πέντε αντικείµενα από τα οποία τα τέσσερα ανήκουν στην ίδια 
κατηγορία µε το e. To recall για το αντικείµενο e υπολογίζεται Recall(e) =4/6 γιατί υπάρχουν σύνολο έξι 
αντικείµενα που ανήκουν στην κατηγορία του e, τέσσερα εκ των οποίον στην ίδια συστάδα µε το e. 

Από την πλευρά ενός χρήστη οι BCubed µετρικές αντιπροσωπεύουν την ακρίβεια της συσταδοποίησης. 
Δηλαδή όταν ο χρήστης ανατρέξει σε ένα αντικείµενο, κατά πόσο µόνο παρόµοια αντικείµενα υπάρχουν µε 
αυτό στην ίδια συστάδα και κατά πόσο όλα τα παρόµοια αντικείµενα βρίσκονται στην ίδια συστάδα και όχι 
διάσπαρτα σε άλλες συστάδες.  

Αν το αντικείµενο που ανάκτησε ο χρήστης έχει υψηλό BCubed recall, τότε ο χρήστης θα βρει πολλά 
αντικείµενα που είναι όµοια µε αυτό µέσα στην ίδια συστάδα.  

Αν από την άλλη το αντικείµενο που ανακτά ένας χρήστης από µια συστάδα έχει υψηλό BCubed precision, 
τότε ο χρήστης δεν θα βρει µέσα σε αυτό το cluster αντικείµενα που δεν ταιριάζουν µε αυτό.   

Η βασική διαφορά µεταξύ των µετρικών Purity, Entropy µε τις BCubed είναι ότι το κατά πόσο τα 
αντικείµενα είναι καλά συσταδοποιηµένα εξαρτάται από το αντικείµενο αναφοράς και όχι από την κυρίαρχη 
κατηγορία σ’ ένα cluster. 

Το L(e) συµβολίζει την κατηγορία του αντικειµένου e και το C(e) την συστάδα του. Η ορθότητα της σχέσης 
µεταξύ του e και του e΄ σε µια συσταδοποίηση είναι 
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B    (3.14) 

Δύο αντικείµενα που προέρχονται από την ίδια κατηγορία είναι σωστά συσχετισµένα, αν βρίσκονται και 
στην ίδια συστάδα. 

Το BCubed precision ενός αντικειµένου αντιστοιχεί στην αναλογία αντικειµένων τα οποία προέρχονται από 
την ίδια κατηγορία και βρίσκονται στο ίδιο cluster µε αυτό. 

Αντίστοιχα υπάρχει και το ολικό BCubed precision πού είναι ο µέσος όρος του precision από όλα τα 
αντικείµενα στην συσταδοποίηση. Εφόσον ο µέσος όρος υπολογίζεται µε βάση όλα τα αντικείµενα, δεν 
χρειάζεται να πάρουµε υπόψη µας το µέγεθος της συστάδας και της κατηγορίας. Το BCubed recall είναι 
αντίστοιχο, µόνο που αντί να διαχειριστούµε συστάδες χρησιµοποιούµε κατηγορίες. Οι δύο BCubed 
µετρικές δίνονται από τους τύπους 3.15 και 3.16. 

Precision BCubed=  B  (3.15) 

Recall BCubed=  B  (3.16) 

Οι BCubed µετρικές συνδυάζουν τα καλύτερα στοιχεία από όλες τις άλλες µετρικές σχέσεις. Αντίστοιχα µε 
την Purity και την Inverse Purity βασίζεται στο precision και στο recall. Εν συνεχεία, αντίστοιχα µε την 
µετρική που βασίζεται στην εντροπία οι BCubed µετρικές παίρνουν υπόψη τους το disorder από κάθε cluster 
και όχι µόνο από την κυρίαρχη κατηγορία. 

Στο σηµείο αυτό θα θέλαµε να ξανά αναφέρουµε συνοπτικά τις τέσσερις ιδιότητες που πρέπει να ικανοποιεί 
µία µετρική και να αιτιολογήσουµε γιατί οι BCubed τις ικανοποιούν.  

Cluster Homogeneity: Αν διαχωρίσουµε µια συστάδα που αναµιγνύει δύο κατηγορίες σε δύο καθαρές 
συστάδες τότε αυξάνεται το BCubed precision ενώ δεν επηρεάζεται το recall.  

Cluster Completeness: Ενώνοντας δύο συστάδες που περιέχουν µόνο αντικείµενα από την ίδια κατηγορία 
αυξάνεται το BCubed recall ενώ το precision των αντικειµένων παραµένει το ίδιο. 

Rag Bag: Ας υποθέσουµε δύο περιπτώσεις. Στην µία περίπτωση έχουµε ένα αντικείµενο σ’ ένα cluster µόνο 
του και το εισαγάγουµε σ’ ένα καθαρό cluster από n αντικείµενα τότε µειώνεται το precision κάθε 

αντικειµένου από 1 σε B  

Στην δεύτερη περίπτωση το αντικείµενο που είναι µόνο του το εισαγάγουµε σ’ ένα Rag Bag, τότε µειώνεται 

το precision κάθε αντικειµένου από 1 σε B . Το recall δεν επηρεάζεται σε καµία από τις δύο περιπτώσεις. 

Η ολική µείωση του precision στην πρώτη περίπτωση εκφράζεται από την εξίσωση 3.17 

B   (3.17) 

Correct ness(e, e΄ ) = { 1 ανν L(e) = L(e′ �) ↔ C(e) = C(e′�)
0 αλλιώς

Avge[Avge′�.C(e)=C(e′�)[Correct ness(e, e′ �)]]

Avge[Avge′�.L(e)=L(e′�)[Correct ness(e, e′�)]]

n
n + 1

1
n + 1

DECD1 =
1 + n · 1

Ntot
−

1
n + 1 + n · n

n + 1

Ntot
=

2n
n + 1

Ntot
≃

2
Ntot
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Το πρώτο κλάσµα αντιπροσωπεύει το precision πριν την εισαγωγή του αντικειµένου από το µοναδιαίο 
cluster στο καθαρό cluster. Το δεύτερο κλάσµα αντιπροσωπεύει την συσταδοποίηση που έχει το αντικείµενο 
από την µοναδιαία κατηγορία µέσα στο καθαρό cluster. B  είναι ο συνολικός αριθµός αντικειµένων που 
συσταδοποιείται.  

Η ολική µείωση του precision στην δεύτερη περίπτωση εκφράζεται από την εξίσωση 3.18 

B  (3.18) 

Το πρώτο κλάσµα αντιπροσωπεύει το precision πριν την εισαγωγή του αντικειµένου από το µοναδιαίο 
cluster στο Rag Bag. Το δεύτερο κλάσµα αντιπροσωπεύει την συσταδοποίηση που έχει το αντικείµενο από 
την µοναδιαία κατηγορία µέσα στο Rag Bag.  

Παρατηρούµε ότι  B , δηλαδή το precision µειώνεται περισσότερο αν εισαγάγουµε το 
αντικείµενο από ένα µοναδιαίο cluster σε ένα καθαρό από ότι σε ένα Rag Bag. 

Cluster Sive vs. Quantity: Αν ξανά ανατρέξουµε στο σχήµα 3.4 στην πρώτη συσταδοποίηση τα 2n 
αντικείµενα µειώνουν το recall κατά 50%. Αυτό οδηγεί σε µια ολική µείωση που φαίνεται από την σχέση 
3.19. 

B  (3.19) 

Στην δεύτερη συσταδοποίηση το recall των n αντικειµένων µειώνεται από το 1 στο  B  και το recall ενός 

αντικειµένου µειώνεται από το 1 στο B . Έτσι η ολική µείωση στην δεύτερη συσταδοποίηση φαίνεται 

στην σχέση 3.20 

B  (3.20) 

Παρατηρούµε ότι B . 

Από ότι βλέπουµε οι BCubed µετρικές ικανοποιούν όλες τις ιδιότητες που αναφέραµε στις υποενότητες 
3.2.1 – 3.2.4. Πιο συγκεκριµένα η µετρική BCubed precision ικανοποιεί την Rag Bag και την Cluster 
Homogeneity. Ενώ η BCubed recall την  Cluster Completeness και την Clusters size vs. quantity. 

Οι BCubed µετρικές precision και recall συνδυάζονται σε µια µετρική που µε έναν αριθµό συνοψίζει το 
πόσο καλή είναι µια συσταδοποίηση. Μια µετρική που συνδυάζει τις BCubed precision και recall ικανοποιεί 
όλες τις ιδιότητες 3.2.1 – 3.2.4 

Η µετρική F [70] συνδυάζει τις µετρικές BCubed precision και recall και δίνεται από την σχέση 3.21 
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B   (3.21) 

Στην σχέση 7.8 το R αντιστοιχεί στο BCubed recall και το P στο BCubed precision. Μέσω του α και του (1-
α) δηλώνουµε τι βαρύτητα δίνουµε στο precision και στο recall αντίστοιχα. Αν πάρουµε α = 0,5 τότε έχουµε 
τον αρµονικό µέσο του P και R. 

3.8.Μετρικές Eπικαλυπτόμενης Συσταδοποίησης


Στην ενότητα 3.7 είδαµε ότι οι µετρικές BCubed precision και recall ικανοποιούν όλα τις ιδιότητες 3.2.1 – 
3.2.4 και θεωρούνται τα καλύτερα κριτήρια, µαζί µε την F µετρική που τις συνδυάζει, για να κρίνουν κατά 
πόσο µια συσταδοποίηση είναι καλή. 

Οι µετρικές συσταδοποιήσης όµως έτσι όπως διατυπωθήκαν στην ενότητα 3.7, καθώς και στις προηγούµενες 
3.3, 3.4, 3.5, 3.6 περιγράφουν την  περίπτωση που η συσταδοποίηση έγινε µε τέτοιο τρόπο, που κάθε 
αντικείµενο να ανήκει σε µία και µόνο µια συστάδα. Υπάρχει πολύ συχνά η περίπτωση τα αντικείµενα να 
ανήκουν ταυτόχρονα σε περισσότερες από µία συστάδες. 

Ας θεωρήσουµε την περίπτωση που έχουµε να συσταδοποιήσουµε κείµενα σε ένα πλήθος θεµάτων. Κάποια 
κείµενα µπορεί να διαπραγµατεύονται ένα µόνο θέµα όπως τα αθλητικά, οπότε να συσταδοποιηθούν σε ένα 
cluster και κάποια κείµενα να ανήκουν σε περισσότερα θέµατα, όπως ένα κείµενο που διαπραγµατεύεται 
πολιτική και οικονοµικά ταυτόχρονα. Υπάρχουν αρκετοί αλγόριθµοι συσταδοποίησης που είναι σε θέση να 
συσταδοποιήσουν αντικείµενα σε επικαλυπτόµενες συστάδες. Τέτοιες συσταδοποιήσεις χρειάζονται µια 
διαφορετική µετρική που να τις αξιολογεί. 

Θα διατυπώσουµε µια επέκταση των BCubed precision και recall µετρικών, που είδαµε στην ενότητα 3.7, 
για να είναι σε θέση να αξιολογούν συσταδοποιήσεις πού τα αντικείµενα µπορούν να ανήκουν σε 
περισσότερες από µια συστάδες ταυτόχρονα. 

Μια επικαλυπτόµενη συσταδοποίηση µπορεί να έχει δύο µορφές. Στην πρώτη µορφή είναι η ιεραρχική 
συσταδοποίηση όπου έχουµε βασικές συστάδες που εξειδικεύονται σε επιµέρους συστάδες έχοντας µια  
δενδροειδή µορφή όπως φαίνεται στο σχήµα 3.9 είτε σε απλές επικαλυπτόµενες συστάδες που δεν 
παρουσιάζουν κάποια σχέση κληρονοµικότητας αναµεταξύ τους και φαίνονται στο σχήµα 3.10. 

Σχήµα 3.9 Ιεραρχική συσταδοποίηση 

F(R, P ) =
1

a( 1
p ) + (1 − a) 1

R
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Στο σχήµα 3.9 παρατηρούµε πως κάθε κόµβος του δέντρου είναι µια συστάδα η οποία εξειδικεύεται καθώς 
κατεβαίνουµε σε συστάδες που είναι υποσύνολα του αρχικού κόµβου. Οι Ιεραρχικές συσταδοποιήσεις 
µπορούν να γίνουν είτε από πάνω προς τα πάνω όπου τις γενικές συστάδες τις εξειδικεύουµε σε µικρότερες 
είτε από κάτω προς τα πάνω όπου ενώνουµε σε κάθε επίπεδο τις πιο όµοιες συστάδες αναµεταξύ τους.  

Σχήµα 3.10 Επικαλυπτόµενες συστάδες 

Στο σχήµα 3.10 παρατηρούµε την Επικαλυπτόµενη συσταδοποίηση χωρίς να έχει ιεραρχική δοµή. 
Παρατηρούµε ότι κάποιοι κόµβοι ανήκουν σε µια συστάδα κάποιοι σε δύο και κάποιοι σε τρεις. 

Η ιεραρχική συσταδοποίηση έχει σχέσεις γονέα – παιδί. Γενικώς όµως µια οποιαδήποτε ιεραρχική 
συσταδοποίηση µπορεί να θεωρηθεί επικαλυπτόµενη συσταδοποίηση χωρίς να ισχύει το αντίστροφο. 

Μια µετρική που χρησιµοποιείται για να αξιολογήσει επικαλυπτόµενες συστάδες θα πρέπει να λαµβάνει 
υπόψη της την απαίτηση ότι αν δύο αντικείµενα συνυπάρχουν µαζί στις n τον αριθµό ίδιες κατηγορίες θα 
πρέπει να συνυπάρχουν µαζί και στις n συστάδες. Αν και αυτή η απαίτηση φαίνεται τετριµµένη οι 
περισσότερες µετρικές όπως αυτές που βασίζονται στην εντροπία και η purity δεν την ικανοποιούν. Ο λόγος 
είναι ότι αξιολογούν µια συσταδοποίηση είτε βασιζόµενες στις συστάδες (purity) είτε στις κατηγορίες 
(inverse purity). Παρακάτω θα δώσουµε ένα σύντοµο παράδειγµα όπου φαίνεται γιατί δεν µπορούν να 
αξιολογήσουν σωστά µια ιεραρχική συσταδοποίηση. 

Έστω ότι έχουµε µια τετριµµένη συσταδοποίηση µε τρία αντικείµενα, όπως φαίνεται στο σχήµα 3.11 δεξιά, 
που συσταδοποιούνται ιεραρχικά. Η αριστερή συσταδοποίηση εισαγάγει όλα τα αντικείµενα σ’ ένα cluster.  

Όλες οι µετρικές που βασίζονται στις κατηγορίες ή τις συστάδες αποτυγχάνουν να αξιολογήσουν την 
αριστερή συσταδοποίηση χαµηλότερα από την δεξιά. Αυτό οφείλεται στο ότι στην αριστερή µοναδιαία 
συστάδα όλα τα αντικείµενα προέρχονται από µια κατηγορία, την γκρι και ταυτόχρονα όλα τα αντικείµενα 
από την κάθε κατηγορία βρίσκονται στο ίδιο cluster. 

Σχήµα 3.11 Ιεραρχική συσταδοποίηση έναντι απλής συσταδοποίησης  
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Σχήµα 3.11 Η δεξιά, ιεραρχική συσταδοποίηση πρέπει να αξιολογηθεί υψηλότερα από την αριστερή. 
Παρόλα αυτά µετρικές σχέσεις όπως η Purity και Inverse Purity δεν το επιτυγχάνουν. 

Οι BCubed µετρικές υπολογίζουν ανεξάρτητα το precision και το recall για κάθε αντικείµενο της 
συσταδοποίησης. Το precision ενός αντικειµένου ισούται µε το πλήθος των αντικειµένων, της συστάδας που 
βρίσκεται το αντικείµενο που ανήκουν στην ίδια κατηγορία µε το αντικείµενο διά το πλήθος των 
αντικειµένων µέσα στο cluster. 

Αντίστοιχα το recall ενός αντικειµένου ισούται µε το πλήθος των αντικειµένων που βρίσκονται στην ίδια 
συστάδα και προέρχονται από την ίδια κατηγορία διά το πλήθος των αντικειµένων της κατηγορίας. 

Το αν δυο αντικείµενα συσχετίζονται σωστά σε µια συσταδοποίηση µε βάση τις αρχικές, σωστές τους 
κατηγορίες σε µία µη επικαλυπτόµενη συσταδοποίηση δίνεται από την σχέση 3.15. 

Στην περίπτωση µιας επικαλυπτόµενης συσταδοποιήσης η σχέση µεταξύ δύο αντικειµένων δεν µπορεί να 
αναπαρασταθεί ως µια δυαδική συνάρτηση, όπως της σχέσης 3.15. Αυτό οφείλεται στο ότι στα 
επικαλυπτόµενα cluster πρέπει να λάβουµε υπόψη µας ότι κάθε αντικείµενο µπορεί να ανήκει σε πολλές 
κατηγορίες και συστάδες. Για παράδειγµα  δύο αντικείµενα µπορεί να µοιράζονται δύο κατηγορίες και στην 
συσταδοποίηση που έγινε να µοιράζονται µία ή τρεις συστάδες. Αν µοιράζονται µία συστάδα τότε έχουµε 
απώλεια πληροφορίας. Αν µοιράζονται τρεις συστάδες τότε εισάγεται λάθος πληροφορία. 

Οι µετρικές Multiplicity Precision και Multiplicity Recall µεταξύ δύο αντικειµένων µπορούν να 
ικανοποιήσουν τις απαιτήσεις της αξιολόγησης  µιας επικαλυπτόµενης συσταδοποίησης. Οι µετρικές 
Multiplicity Precision και Multiplicity Recall δίνονται από τις σχέσεις 3.21 και 3.22  

B  (3.21) 

B    (3.22) 

Όπου e και e΄ είναι ένα ζευγάρι αντικειµένων, L(e) είναι το σύνολο των κατηγοριών και C(e) το σύνολο των 
συστάδων στις οποίες ανήκει ο κόµβος e. 

Η Multiplicity Precision µετρική ορίζεται µόνο όταν οι κόµβοι e και e΄ βρίσκονται µαζί σε κάποια συστάδα 
και η Multiplicity Recall µετρική ορίζεται µόνο όταν οι κόµβοι e και e΄ βρίσκονται µαζί σε κάποια 
κατηγορία. 

Η µετρική Multiplicity Precision είναι µέγιστη, ίση µε ένα, όταν ο αριθµός των συστάδων που βρίσκονται 
δύο κόµβοι είναι µικρότερος ή ίσος µε τον αριθµό των αρχικών κατηγοριών που βρίσκονται µαζί. Η µετρική 
είναι ίση µε µηδέν όταν δύο αντικείµενα δεν προέρχονται από καµία κοινή κατηγορία. 

Αντίστοιχα η µετρική Multiplicity Recall χρησιµοποιείται όταν δύο αντικείµενα προέρχονται από µία ή 
περισσότερες κατηγορίες, είναι µέγιστη όταν το πλήθος των κατηγοριών από τις οποίες προέρχονται τα 
αντικείµενα είναι λιγότερες ή ίσες από το πλήθος των cluster που συσταδοποιήθηκαν και είναι ελάχιστη 
όταν δύο αντικείµενα δεν βρίσκονται σε καµία συστάδα µαζί. 

H µετρική Multiplicity Precision µεγαλώνει αν ταιριάζουν οι κατηγορίες για κάθε συστάδα όπου δύο 
αντικείµενα συνυπάρχουν µαζί. Η µετρική Multiplicity Recall µεγαλώνει όταν προσθέτουµε µια συστάδα 
µέσα στην οποία είναι δύο αντικείµενα τα οποία βρίσκονται µαζί και σε µια κατηγορία. Αν έχουµε λιγότερες 
συστάδες από ότι χρειάζεται µειώνεται το Recall. Αν έχουµε λιγότερες κατηγορίες από όσες συστάδες 

Mu l t i p l i c i t y P r e c i s i o n (e, e′ �) =
min( C (e)⋂C (e ′ �) , L (e)⋂ L (e ′ �) )

C (e)⋂C (e ′�)

Mu l t i p l i c i t y Re c a l l (e, e′�) =
min( C (e)⋂C (e ′�) , L (e)⋂ L (e ′ �) )

|L (e)⋂ L (e ′ �) |
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έχουµε τότε µειώνεται το Precision. Τα σχήµατα 3.12 – 3.14 δείχνουν ένα παράδειγµα πως υπολογίζονται οι 
µετρικές. 

 

Σχήµα 3.12 Συσταδοποίηση µε Precision και Recall ένα 

Στο σχήµα 3.12 βλέπουµε πως τα αντικείµενα 1 και 2 που προέρχονται από δύο κατηγορίες 
συσταδοποιούνται µαζί σε δύο κατηγορίες. Η συσταδοποίηση συµφωνεί πλήρως µε τις αρχικές κατηγορίες 
για αυτό το Precision και το Recall είναι ένα. 

 

Σχήµα 3.13 Συσταδοποίηση µε µείωση της µετρικής Recall 

Στο σχήµα 3.13 Τα αντικείµενα  1 και 2 προέρχονται από δύο κατηγορίες αλλά συσταδοποιούνται µαζί σ’ 
ένα cluster. Στην περίπτωση αυτή έχουµε χάσει πληροφορία. Η µετρική Recall αντιλαµβάνεται και 
ερµηνεύει την απώλεια πληροφορίας µε µία µειωµένη τιµή. 

 

 Σχήµα 3.14 Συσταδοποίηση µε µείωση της µετρικής Precision 

Στο σχήµα 3.14 Τα αντικείµενα 1 και 2 προέρχονται από δύο κατηγορίες, αλλά συσταδοποιούνται µαζί σε 
τρία cluster. Στην περίπτωση αυτή προστίθεται πλεονάζουσα πληροφορία. Η µετρική Precision 
αντιλαµβάνεται και ερµηνεύει την εισαγωγή λάθος πληροφορίας µε µία µειωµένη τιµή.  
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Την µετρική Multiplicity Recall και Multiplicity Precision τις προσαρµόζουµε στις BCubed µετρικές. Για 
αυτό θα χρησιµοποιήσουµε τους αρχικούς BCubed ορισµούς, αλλά θα αντικαταστήσουµε την Correctness 
συνάρτηση µε την Multiplicity για το Precision και Recall αντίστοιχα. 

Η καινούρια BCubed precision µετρική που συσχετίζεται µε ένα αντικείµενο θα είναι ίση µε τον  µέσο όρο 
του Multiplicity Precision µε όλα τα αντικείµενα που υπάρχουν µαζί σε κάποιες κατηγορίες. Το συνολικό 
BCubed Precision για επικαλυπτόµενες συστάδες είναι ίσο µε τον µέσο όρο  του Precision για όλα τα 
αντικείµενα. Με τον ίδιο τρόπο υπολογίζεται και το συνολικό BCubed Recall για επικαλυπτόµενες 
συστάδες. Οι δύο µετρικές αποδίδονται στις εξισώσεις 3.23 και 3.24. 

B  (3.23) 

B  (3.24) 

Οι µετρικές 3.23 και 3.24 περιλαµβάνουν στον υπολογισµό τους την σχέση κάθε αντικειµένου µε τον εαυτό 
του. Αυτό µειώνει τον συντελεστή της µετρικής, αν διαγραφεί ή γραφτεί δύο φορές από µια συσταδοποίηση, 
µια συστάδα µε ένα στοιχείο µόνο, ενώ δεν θα έπρεπε.  

Στην περίπτωση που οι συστάδες δεν είναι επικαλυπτόµενες οι µετρικές 3.23 και 3.24 µπορούν να 
συµπεριφερθούν όπως οι 3.15 και 3.16 αποδίδοντας το Precision και το Recall σαν να ήταν απλή 
συσταδοποίηση. 

Θα περιγράψουµε στις επόµενες παραγράφους µια εφαρµογή των µετρικών για µια επικαλυπτόµενη 
συσταδοποίηση µε σκοπό να φανεί πως οι µετρικές επηρεάζονται από τον τρόπο που συσταδοποιούνται τα 
αντικείµενα. 

Έχουµε αρχικά τις κατηγορίες που φαίνεται στο σχήµα 3.15. Αν µια συσταδοποίηση έχει θόρυβο, όπως το να 
έχει αναπαράγει δύο φορές την ίδια κατηγορία (σχήµα 3.16), τότε το recall παραµένει µέγιστο αλλά 
µειώνεται το precision. Αν η συσταδοποίηση έχει λιγότερη πληροφορία από ότι θα έπρεπε µειώνεται το 
recall. 

Στην περίπτωση που µια κατηγορία είναι διαιρεµένη σε δύο συστάδες (σχήµα 3.19) κάποια ζευγάρια 
αντικειµένων δεν θα είναι µαζί για αυτό το recall µειώνεται. Από την άλλη, αν δύο κατηγορίες ενωθούν σε 
µία συστάδα (σχήµα 3.20) τότε κάποιες από τις νέες συνδέσεις δεν θα είναι σωστές µε αποτέλεσµα 
αµφότερα το precision και το recall να µειωθούν. 

Σχήµα 3.15 Ορθή συσταδοποίηση 

Στο σχήµα 3.15 βλέπουµε την σωστή συσταδοποίηση που έχει φτιάξει τα cluster να συµφωνούν απόλυτα µε 
τις κατηγορίες σε αυτή την περίπτωση Precision = 1 και Recall = 1 

Precision BCubed =  Avge[Avge′ �.C(e)∩C(e′�)≠0[Mult iplicit y precision(e, e′�)]]

Recall BCubed =  Avge[Avge′ �.C(e)∩C(e′ �)≠0[Mult iplicit y recall(e, e′ �)]]
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Σχήµα 3.16 Μείωση του Precision 

Στο σχήµα 3.16 βλέπουµε πως όταν µία κατηγορία έχει αναπαραχθεί δύο φορές το Recall παραµένει το ίδιο 
αλλά το Precision µειώνεται. Precision =0,86 και Recall = 1 

 

Σχήµα 3.17 Περαιτέρω µείωση του Precision 

Στο σχήµα 3.17 βλέπουµε ότι όταν µία κατηγορία έχει αναπαραχθεί τρεις φορές το Recall παραµένει το ίδιο 
αλλά το Precision µειώνεται ακόµη περισσότερο. Precision =0,80 και Recall = 1 

 

Σχήµα 3.18 παράληψη παρατηρήσεων και µείωση του Recall 

Στο σχήµα 3.18 Δύο αντικείµενα από την µεσαία κατηγορία δεν περιελήφθησαν όπως θα έπρεπε στην µία 
από τις δύο συστάδες όπως θα αναλογούσε. Το precision παραµένει ίδιο ενώ το Recall µειώνεται. Precision 
= 1 και Recall = 0.68 

Σχήµα 3.19 Μείωση του Recall µέσω διάσπασης µιας συστάδας σε δύο 
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Στο σχήµα 3.19 παρατηρούµε πως δυο µικρότερες συστάδες όταν µοιράζονται τα αντικείµενα που θα έπρεπε 
να περιέχονται στην αρχική µεσαία κατηγορία το Precision παραµένει ίδιο ενώ το Recall µειώνεται.  
Precision = 1 και Recall = 0.74 

Σχήµα 3.20 Μείωση του Precision και του Recall µέσω ένωσης συστάδων 

Στο σχήµα 3.20 βλέπουµε πως µια συστάδα περιέχει δύο κατηγορίες, ενώνοντας την αριστερή και την 
µεσαία σε µία µειώνονται και το Precision και το Recall. Precision = 0.88 και Recall = 0.94   

Τέλος παρουσιάζουµε µια περίπτωση όπου η συσταδοποίηση είναι πολύ διαφορετική από τις αρχικές 
κατηγορίες, οι BCubed µετρικές το αντιλαµβάνονται αλλά µετρικές όπως η purity και η inverse purity όχι. 

Σχήµα 3.21 Κάθε αντικείµενο αποτελεί δική του συστάδα 

Στο σχήµα 3.21 βλέπουµε την δεξιά σωστή κατηγοριοποίηση και αριστερά φτιάξαµε µία συστάδα που 
περιέχει όλα τα αντικείµενα από τις κατηγορίες και µία συστάδα για κάθε αντικείµενο που είναι µόνο του. 

Η αριστερή συστάδα του σχήµατος 3.21 παίρνει µέγιστη Inverse Purity τιµή γιατί όλα τα αντικείµενα είναι 
συσταδοποιηµένα µαζί στο µεγάλο cluster και µέγιστη Purity τιµή γιατί όλα τα αντικείµενα είναι µόνα τους 
σε µια συστάδα το κάθε ένα. Λόγω του ότι οι BCubed µετρικές υπολογίζουν το Precision µε βάση τα 
αντικείµενα και όχι τις συστάδες που είναι σε θέση να εκφράσει την διαφορά. 

Είδαµε ότι οι µετρικές BCubed ικανοποιούν όλες τις ιδιότητες 3.2.1- 3.2.4 και αποδίδουν καλύτερα από 
οποιεσδήποτε άλλες µετρικές και για επικαλυπτόµενα cluster και για απλά. Παρόλα αυτά υπάρχει µια 
αδυναµία. Μια µεγάλη BCubed τιµή δεν σηµαίνει απαραίτητα µια σωστή συσταδοποίηση. Αυτό ισχύει για 
τις επικαλυπτόµενες συσταδοποιησεις και θα εξηγήσουµε που οφείλεται µε βάση το σχήµα 3.22. 

Στην επικαλυπτόµενη συσταδοποίηση του αριστερού σχήµατος 3.22 οι BCubed µετρικές είναι µέγιστες γιατί 
οι τρεις κόµβοι εµφανίζονται τρεις φορές ο κάθε ένας όπως στις κατηγορίες και κάθε ζευγάρι κόµβων 
βρίσκεται σε τρεις κατηγορίες και συστάδες. 
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Σχήµα 3.22 Περίπτωση αποτυχίας των BCubed µετρικών 

Στο σχήµα 3.22 βλέπουµε  την δεξιά σωστή κατηγοριοποίηση των αντικειµένων. Η αριστερή 
συσταδοποίηση έχει τις BCubed µετρικές ίσες µε ένα χωρίς να είναι η σωστή συσταδοποίηση.  

Ευτυχώς η περίπτωση του σχήµατος 3.22 σε πρακτικά προβλήµατα συσταδοποίησης είναι αµελητέα και δεν 
θα πρέπει να µας αποθαρρύνει από το να χρησιµοποιούµε και να εµπιστευόµαστε τις BCubed µετρικές.  

3.9.Πίνακες Σύγχυσης 


Οι πίνακες σύγχυσης (Confusion πίνακες) [71], πολλές φορές τους συναντάµε και µε την ονοµασία πίνακες 
συνάφειας και πίνακες λάθους, είναι πίνακες που µε µια εποπτική εικόνα παρουσιάζουν συνοπτικά σε τι 
βαθµό είναι µια συσταδοποίηση καλή σε σχέση µε τις αρχικά σωστές κατηγορίες. 

Κάθε στήλη του Confusion πίνακα αντιπροσωπεύει αντικείµενα σε µια συστάδα και κάθε γραµµή 
αντιπροσωπεύει σε ποια κατηγορία ανήκουν τα αντικείµενα πραγµατικά.  

Ένα από τα βασικά πλεονεκτήµατα του Confusion πίνακα είναι ότι µπορεί πολύ γρήγορα ο ενδιαφερόµενος 
να αντιληφθεί τα συστηµατικά λάθη που µπορεί να γίνονται σε µια συσταδοποίηση, βλέποντας από ποια 
κατηγορία προέρχονται τα αντικείµενα που συσταδοποιούνται λάθος  σε ένα cluster. 

Πίνακας 3.1 Συσταδοποίηση 40 αντικείµενων 

Στον Πίνακας 3.1 βλέπουµε την συσταδοποιήση 40 αντικειµένων. Κάθετα έχουµε τις συστάδες οριζόντια 
έχουµε τις σωστές κατηγορίες. Κάθε κελί δηλώνει τον αριθµό των αντικειµένων που προέρχονται από την 
κάθε κατηγορία (γραµµή) σε ποια cluster συσταδοποιούνται (στήλη). Ιδανικά θα έπρεπε όλα τα στοιχεία 
εκτός από την κύρια διαγώνια να είναι µηδενικά. 

Συστάδες

Κ

α

τ

η

γ

ο

ρ

ί

ε

ς

Α Β Γ Δ

Α 8 1 1 0

Β 0 9 0 1

Γ 4 2 4 0

Δ 4 0 0 6
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Μια παραλλαγή του Confusion πίνακα (table of confusion), αποτελείται από δύο γραµµές και δύο στήλες και 
αναφέρει το πλήθος των λάθος θετικών συσταδοποιήσεων, λάθος αρνητικών συσταδοποιήσεων, σωστών 
θετικών συσταδοποιήσεων και σωστών αρνητικών συσταδοποιήσεων. 

Οι λάθος θετικές συσταδοποιήσεις είναι όταν ένα αντικείµενο καταχωρήθηκε σε µια συστάδα ενώ δεν 
έπρεπε να καταχωρηθεί. Οι λάθος αρνητικές συσταδοποιήσεις είναι όταν ένα αντικείµενο έπρεπε να 
καταχωρηθεί σε µια συστάδα αλλά δεν καταχωρήθηκε. Οι σωστές θετικές συσταδοποιήσεις είναι όταν ένα 
αντικείµενο έπρεπε να καταχωρηθεί σε µια συστάδα και καταχωρήθηκε. Τέλος οι σωστές αρνητικές 
συσταδοποιήσεις είναι όταν ένα αντικείµενο δεν έπρεπε να καταχωρηθεί σε µια συστάδα και δεν 
καταχωρήθηκε. 

Αυτή η παρουσίαση είναι πιο λεπτοµερής από το να αναφέρουµε απλά το ποσοστό των σωστών 
συταδοποιήσεων. Βέβαια για κάθε κατηγορία θα πρέπει να σχηµατίσουµε έναν πίνακα και δεν µπορούµε µε 
έναν πίνακα να αναπαραστήσουµε συνοπτικά όλη την πληροφορία. Στον πίνακα 3.2 παρουσιάζουµε τον 
table of confusion για την κατηγορία Α του πίνακα 3.1 

Πινάκας 3.2 Table of Confusion για την κατηγορία Α 

Στον πίνακα 3.2 έχουµε το Table of Confusion για την κατηγορία Α. Έχουµε 8 true positives γιατί 
συσταδοποίησαµε ορθώς 8 αντικείµενα στην συστάδα Α. 2 false negatives γιατί αν και η κατηγορία Α είχε 8 
αντικείµενα συσταδοποίησαµε στο αντίστοιχο cluster µόνο τα 8 και τα υπόλοιπα 2 µπήκαν σε λάθος cluster 
(Β και Γ). 8 false positives γιατί στην συστάδα Α µπήκαν 8 αντικείµενα 4 από την Γ και 4 από την Δ που δεν 
θα έπρεπε. 22 true negatives γιατί 22 αντικείµενα ορθώς δεν συσταδοποιήθηκαν στην συστάδα Α και 
εισήχθηκαν σε άλλες. 

3.10.Εσωτερικά Κριτήρια


Όλες οι µετρικές συσταδοποίησης που περιγράψαµε στις προηγούµενες ενότητες βασίζονται στο ότι έχουµε 
ένα data set το οποίο είναι ήδη κατηγοριοποιηµένο και εφαρµόζουµε σε αυτό έναν αλγόριθµο 
συσταδοποίησης. Οι µετρικές αυτές µας λένε σε τι βαθµό µια συσταδοποιήση είναι αντίστοιχη µε την 
αρχική κατηγοριοποίηση. Αυτές οι µετρικές χαρακτηρίζονται ως εξωτερικές µετρικές. 

Στις επόµενες ενότητες θα περιγράψουµε µια κατηγορία µετρικών σχέσεων που δεν χρησιµοποιεί ένα ήδη 
κατηγοριοποιηµένο data set για να αξιολογήσει µια συσταδοποίηση. Αυτές οι µετρικές σχέσεις λέµε ότι 
χρησιµοποιούν εσωτερικά κριτήρια αξιολόγησης. Η αξιολόγηση αυτή γίνεται στις συστάδες που έχουν 
παραχθεί από τον αλγόριθµο συσταδοποίησης αγνοώντας την σωστή κατηγοριοποίηση των δεδοµένων. 

Τα εσωτερικά κριτήρια που χρησιµοποιούνται βαθµολογούν υψηλά τις συσταδοποιήσεις που παράγουν 
clusters τα οποία έχουν την ακόλουθη ιδιότητα. Τα αντικείµενα µέσα σε κάθε cluster έχουν υψηλή οµοιότητα 
ενώ τα αντικείµενα µεταξύ διαφορετικών cluster έχουν από ελάχιστη έως καθόλου οµοιότητα. 

Οι µετρικές που χρησιµοποιούν εσωτερικά κριτήρια πολλές φορές δεν είναι αξιόπιστες για κάποιους 
αλγόριθµους συσταδοποίησης. Αυτό οφείλεται στο ότι µπορεί το κριτήριο που συσταδοποιεί ένας 
αλγόριθµος και το κριτήριο που µια µετρική αξιολογεί τις συστάδες που παρήχθησαν να είναι το ίδιο ή 
παραπλήσιο.  

8 true positives 2 false negatives 

8 false positives 22 true negatives
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3.11.Δείκτης Davies–Douldin


O δείκτης Davies – Bouldin[72] εφαρµόζεται σε αντικείµενα που έχουν µια διανυσµατική αναπαράσταση 
και έχουν συσταδοποιηθεί σε έναν n-διάστατο χώρο. Ο δείκτης αυτός βασίζεται στην διασπορά που υπάρχει 
στα αντικείµενα µέσα σ’ ένα cluster καθώς και σε τι βαθµό είναι διαχωρισµένα αναµεταξύ τους τα cluster. Η 
Davies–Bouldin index τιµή που προκύπτει εξαρτάται και από τον αλγόριθµο συσταδοποίησης και από την 
µορφή που έχουν τα δεδοµένα. 

Ο τύπος που δίνει την διασπορά των διανυσµάτων µέσα σε µια συστάδα δίνεται από την σχέση 3.25. B  είναι 
µια συστάδα από διανύσµατα. B  είναι το κέντρο (centroid) της συστάδας B  και B  είναι το πλήθος των 
κόµβων που έχει η συστάδα. B  είναι ο j-στος κόµβος που ανήκει  στην συστάδα B .  

B   (3.25) 

Το q συνήθως το παίρνουµε ίσο µε 2 και δηλώνει την ευκλείδεια απόσταση µεταξύ του centroid της i 
συστάδας και του B  κόµβου. Για να έχουµε σωστά αποτελέσµατα, η επιλογή της µετρικής απόστασης θα 
πρέπει να γίνει µε βάση την µετρική που έχει χρησιµοποιηθεί στην συσταδοποίηση. 

Η σχέση B δηλώνει σε τι βαθµό είναι διαχωρισµένες δύο συστάδες B , B  αναµεταξύ τους και δίνεται από 
τον τύπο 3.26 

B  (3.26) 

B  είναι η k-στη συνιστώσα του centroid του cluster B . Θεωρούµε ότι κάθε διάνυσµα έχει n διαστάσεις 
οπότε το ίδιο ισχύει και για τα centroid. Με την επιλογή p = 2 η εξίσωση 3.26 χρησιµοποιεί την ευκλείδεια 
απόσταση αντίστοιχα µε την 3.25. 

Τις τιµές B  και B  τις συνδυάζουµε σε µία σχέση την B . Η σχέση  B  δηλώνει σε τι βαθµό η συστάδα i 
είναι µακριά από την συστάδα j και κατά πόσο τα αντικείµενα µιας συστάδας είναι κοντά ή διάσπαρτα 
αναµεταξύ τους. Το ιδανικό θα ήταν τα αντικείµενα µέσα σε µια συστάδα να είναι κοντά αναµεταξύ τους 
ενώ οι συστάδες µακριά. Το  B  δίνεται από την σχέση 3.27. 

B  (3.27) 

Η σχέση 3.27 έχει τις ακόλουθες ιδιότητες. 

B  (3.28) 
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B   (3.29) 

Αν B  (3.30) 

Αν !  (3.31) 

Οι συσταδοποιήσεις που έχουν την χαµηλότερη τιµή B  είναι οι καλύτερες. Από τα B  υπολογίζουµε το B  
να είναι το µεγαλύτερο, σχέση 3.32  και το DB να είναι ο µέσος όρος τον B  σχέση 3.33. 

B  (3.32) 

B  (3.33) 

To DB της σχέσης 3.33 είναι η τιµή του Davies Bouldin index. Η τιµή DB βασίζεται στην σχέση 3.32 όπου 
πήραµε την χειρότερη πιθανή τιµή θα µπορούσαµε αντί για το µέγιστο B   να είχαµε τον µέσο όρο.  

3.12.Δείκτης Dunn


Η µετρική Dunn index[73] βασίζεται στην ίδια αρχή µε την Davies – Bouldin index, προσπαθεί να 
αναγνωρίσει κατά πόσο οι συστάδες που υπάρχουν είναι πυκνές και έχουν µικρή διασπορά µεταξύ των 
µελών τους καθώς επίσης κατά πόσο οι συστάδες αναµεταξύ τους είναι καλά διαχωρισµένες. 

Για µια δεδοµένη συσταδοποίηση όσο πιο µεγάλος είναι ο συντελεστής Dunn index τόσο καλύτερα έχει 
σχηµατιστεί. 

Στην Dunn index µετρική χρησιµοποιείται η διάµετρος µια συστάδας. Η διάµετρος µιας συστάδας µπορεί να 
οριστεί µε πολλούς τρόπους όπως φαίνεται στις επόµενες τρεις παραγράφους. B  ορίζεται µια συστάδα 
διανυσµάτων, x και y δύο n διαστάσεων διανύσµατα µέσα στο cluster B . 

 Η διάµετρος µιας συστάδας µπορεί να οριστεί ως η απόσταση µεταξύ των δύο πιο αποµακρυσµένων 
σηµείων µέσα στο cluster όπως δείχνει η σχέση 3.34. 

B  (3.34) 

Η διάµετρος µιας συστάδας µπορεί να οριστεί ως η µέση απόσταση µεταξύ όλων των ζευγαριών των 
σηµείων µέσα σε ένα cluster, όπως φαίνεται από την σχέση 3.35. 

B   (3.35) 

Η διάµετρος µιας συστάδας µπορεί να οριστεί ως η µέση απόσταση οποιουδήποτε σηµείου από το centroid 
µέσα στο cluster, όπως φαίνεται από την σχέση 3.36. 
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B  (3.36) 

Όπου µ είναι το centroid του i cluster και δίνεται από την σχέση 3.37. 

!  (3.37) 

Έπειτα, υπολογίζουµε την απόσταση µεταξύ των cluster δ( B ,B ). Η απόσταση µεταξύ των cluster µπορεί να 
υπολογιστεί αντίστοιχα όπως κάναµε και για την απόσταση µεταξύ των κόµβων µέσα σ’ ένα cluster. Οι τρεις 
βασικές επιλογές είναι το δ( B ,B ) να είναι ίσο µε την απόσταση των δύο πιο αποµακρυσµένων centroid ή το 
µέσο όρο απόστασης µεταξύ όλων των ζευγαριών των centroid ή να βρούµε το κέντρο όλων των cluster και 
τον µέσο όρο των αποστάσεων όλων των centroid από αυτό. 

Η µετρική Dunn index για m συστάδες χρησιµοποιεί την διάµετρο µιας συστάδας B  και την απόσταση 
µεταξύ των cluster δ( B ,B ) και δίνεται από την σχέση 3.38. 

B  (3.38) 

Κάποιες τελευταίες παρατηρήσεις που θα πρέπει να κάνουµε είναι ότι η µετρική Dunn index µπορεί να 
χρησιµοποιήσει αντί της Ευκλείδειας απόστασης άλλες όπως την Manhattan απόσταση. 

Σε προβλήµατα όπου το πλήθος των συστάδων δεν είναι γνωστό µπορούµε να εφαρµόσουµε την Dunn index 
µετρική για µια σειρά συσταδοποιήσεων µε διαφορετικό πλήθος συστάδων και εκεί όπου θα έχουµε το 
µέγιστο DI θα είναι το σωστό πλήθος συστάδων. 

Τέλος µια αδυναµία αυτής της µετρικής σχέση είναι ότι αν υπάρχει µόνο ένα cluster που δεν είναι καλά 
συσταδοποιηµένο αυτό θα επηρεάσει κατά πολύ το αποτέλεσµα, ακόµη και αν όλα τα άλλα είναι καλά 
συσταδοποιηµένα. Αυτό οφείλεται στον παρανοµαστή της σχέσης 3.38 που χρησιµοποιεί την µέγιστη 
διάµετρο από όλες τις συστάδες. 

3.13.Συντελεστής Silhouette 


Ο συντελεστής Silhouette[74] είναι και αυτός µια µετρική σχέση που χρησιµοποιεί εσωτερικά κριτήρια για 
να δηλώσει το κατά πόσο µια συσταδοποίηση είναι καλή. Η µετρική Silhouette βασίζεται στην ιδέα να 
µετρηθεί κατά πόσο ένας κόµβος ταιριάζει να βρίσκεται στην δική του συστάδα ή θα ταίριαζε περισσότερο 
να ήταν σε κάποια άλλη. Επεκτείνοντας για όλους τους κόµβους του data set µπορούµε να ξέρουµε κατά 
πόσο η συσταδοποίηση είναι καλή. 
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α(i) είναι η µέση ανοµοιότητα του κόµβου i µε όλα τα άλλα αντικείµενα του cluster στο οποίο βρίσκεται.  Ως 
µέτρο ανοµοιότητας µπορεί να χρησιµοποιηθεί µια συνάρτηση απόστασης όπως η ευκλείδεια ή η Manhattan 
απόσταση. Το a(i) ερµηνεύεται ως το κατά πόσο ταιριάζει ο κόµβος i να είναι µέσα στο cluster που 
βρίσκεται. Αυτό προκύπτει από την µέση απόσταση του κόµβου i µε οποιονδήποτε άλλον κόµβο της 
συστάδας.  Όσο πιο µικρή είναι η τιµή a(i) τόσο πιο καλά ταιριάζει.  

Στην συνέχεια βρίσκουµε την ανοµοιότητα του κόµβου i µε όλες τις άλλες συστάδες. Η µικρότερη 
ανοµοιότητα µε κάποια άλλη συστάδα του κόµβου i είναι το b(i) και η συστάδα για την οποία προκύπτει 
αυτή η τιµή λέγεται γειτονική συστάδα. 

Η µετρική Silhouette ορίζεται από τον τύπο 3.39. 

B  (3.39) 

Είναι φανερό ότι η τιµή της µετρικής Silhouette κυµαίνεται B . Μια τιµή του s(i) κοντά στο 1 
δηλώνει ότι a(i) B  b(i) οπότε ο κόµβος i βρίσκεται σωστά στο cluster του. Μια τιµή του s(i) κοντά στο -1 
δηλώνει ότι a(i) B  b(i) οπότε ο κόµβος i θα έπρεπε να βρίσκεται στην γειτονική του συστάδα. Μια τιµή 
του s(i) κοντά στο 0 δηλώνει ότι a(i) B  b(i) οπότε ο κόµβος i βρίσκεται ακριβώς στην µέση των δύο 
συστάδων. 

Υπολογίζοντας την µέση τιµή του s(i) για όλους τους κόµβους i ξέρουµε κατά πόσο είναι σωστά 
συσταδοποιηµένοι όλοι οι κόµβοι µέσα στα cluster τους. 

3.14.Δεκαπλή-αναδίπλωση Διασταυρούμενης Αξιολόγησης


Για να αξιολογηθεί η ακρίβεια της διαδικασίας ταξινόµησης κειµένων χρησιµοποιούνται οι Μίκρο µετρικές, 
Μίκρο ακρίβειας (Micro precision), Μίκρο Ανάκλησης (Micro Recall), και Μίκρο Φ-Μέτρου (Micro F-
Measure) και οι αντίστοιχες Μάκρο µετρικές, Μάκρο ακρίβειας (Macro Precision), Μάκρο Ανάκλησης 
(Macro Recall), και Μάκρο Φ-Μέτρου(Macro F-Measure) σε συνδυασµό µε την δεκαπλή-αναδίπλωση 
διασταυρούµενης αξιολόγησης (Ten-fold cross-validation) [75]. 

Mε την δεκαπλή-αναδίπλωση διασταυρούµενης αξιολόγησης, το σύνολο δεδοµένων χωρίζεται σε δέκα 
ισάριθµα υποσύνολα, τα εννέα από αυτά χρησιµοποιούνται ως δεδοµένα εκπαίδευσης και το ένα ως 
δεδοµένα ελέγχου. Η µέθοδος επαναλαµβάνεται δέκα φορές. Κάθε φορά χρησιµοποιείται ένα διαφορετικό 
υποσύνολο κειµένων για έλεγχο και τα υπόλοιπα εννέα υποσύνολα ως δεδοµένα εκπαίδευσης. 

Χρησιµοποιώντας την δεκαπλή-αναδίπλωση διασταυρούµενης αξιολόγησης, όλα τα κείµενα του συνόλου 
δεδοµένων θα δοκιµαστούν και θα ταξινοµηθούν µία φορά και εννέα φορές θα χρησιµοποιηθούν για την 
εκπαίδευση του µοντέλου. Τα πλεονεκτήµατα αυτής της µεθόδου αξιολόγησης είναι ότι είναι διεξοδική και 
παράγει αξιόπιστα αποτελέσµατα, αλλά έχει το µειονέκτηµα ότι η όλη διαδικασία της ταξινόµησης πρέπει 
εξολοκλήρου να λάβει µέρος δέκα φορές. 

Η ακρίβεια, η ανάκληση και ο αρµονικός µέσος τους (Φ-Μέτρο) µπορούν να εκφράσουν την ποιότητα µιας 
µεθόδου κατηγοριοποίησης σε ένα σύνολο δεδοµένων γνωρίζοντας τις σωστές κατηγορίες που αντιστοιχούν 
σε κάθε κείµενο. Η ακρίβεια για µια κλάση υποδηλώνει το ποσοστό των σωστά ανακτηθέντων κειµένων που 
είναι σχετικά µε την κατηγορία. Η ανάκληση υποδηλώνει το ποσοστό των σχετικών κειµένων που 
ανακτώνται. Η ακρίβεια, η ανάκληση και το Φ-µέτρο δίδονται στις εξισώσεις 3.40, 3.41 και 3.42. Στον 
πίνακα 3.3 παρέχονται οι όροι που χρησιµοποιούνται. 

s(i ) =
b(i ) − a(i )

max{a(i ), b(i )}

−1 ≤ s(i ) ≤ 1
  ≪
  ≫

  ≈
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Πίνακας 3.3. Ταξινόµηση των εγγράφων σε όλες τις πιθανές περιπτώσεις 

Ο όρος Κατηγορία χρησιµοποιείται για µια κατηγορία κειµένων όπως δίδεται στο σύνολο δεδοµένων. 

Ο όρος κλάση χρησιµοποιείται για την αντίστοιχη πρόβλεψη της κατηγορίας Α όπως εκτιµάται µε µια 
µέθοδο κατηγοριοποίησης. 

Ο όρος Αληθώς Θετικά (True Positives TP) είναι ο συνολικός αριθµός των κειµένων που προβλέφθηκαν 
σωστά στην κατηγορία Α και πραγµατικά ανήκουν στην κατηγορία Α. 

Ο όρος Αληθώς Αρνητικά (True Negatives TN) είναι ο συνολικός αριθµός των κειµένων που δεν ανήκουν 
στην κατηγορία Α και σωστά δεν προβλέφθηκαν στην κατηγορία Α. 

Ο όρος Ψευδείς Θετικά (False Positives FP) είναι ο συνολικός αριθµός των κειµένων που δεν ανήκουν στην 
κατηγορία Α, αλλά προβλέφθηκαν ότι ανήκουν εσφαλµένα στην κλάση Α. 

Ο όρος Ψευδείς Αρνητικά (False Negatives FN) είναι ο συνολικός αριθµός των κειµένων που αν και 
ανήκουν στην κατηγορία Α, εσφαλµένα δεν προβλέφθηκαν να ανήκουν στην κατηγορία Α. 

Η ακρίβεια εκφράζει το βαθµό στον οποίο έχουν ανακτηθεί σχετικά κείµενα σε σχέση µε όλα τα κείµενα 
(σχετικά και µη σχετικά) που ανακτήθηκαν στην κλάση. Η ακρίβεια είναι µια µέτρηση που περιγράφει την 
καθαρότητα µιας κλάσης. 

Η Ανάκληση εκφράζει το βαθµό στον οποίο έχουν ληφθεί σχετικά κείµενα σε σχέση µε όλα τα σχετικά 
κείµενα που περιλαµβάνει η κατηγορία. Εάν παραλείπονται ορισµένα κείµενα, ο βαθµός ανάκλησης 
µειώνεται. Η Ανάκληση εµφανίζει την πληρότητα κειµένων µιας κλάσης. 

Κατηγορία A όχι Κατηγορία A

Κλάση A Αληθώς Θετικά (TP) Ψευδείς Θετικά(FP)

όχι Κλάση A Ψευδείς Αρνητικά(FN) Αληθώς Αρνητικά(TN)

B70

Preci sion =
TP

TP + FP
(3.40)

Recall =
TP

TP + FN
(3.41)

FMeasure = 2
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Η ακρίβεια και η ανάκληση, εκφράζουν το βαθµό επιτυχίας µιας κατηγοριοποίησης από διαφορετικές 
οπτικές γωνίες. Μια µετρική που τα συνδυάζει εξίσου είναι ο αρµονικός τους µέσος Φ-µετρική. 

Η Φ-µετρική, όπως θα την χρησιµοποιήσουµε, είναι ο αρµονικός µέσος της ακρίβειας και της ανάκλησης 
ούτως ώστε να εκφράζει την ακρίβεια µιας κατηγοριοποίησης λαµβάνοντας υπόψη τόσο την καθαρότητα 
όσο και την πληρότητα κειµένων που κατηγοριοποιήθηκαν σε µία κλάση. 

Η ακρίβεια, η ανάκληση και η Φ-µετρική όπως δίνονται στις εξισώσεις 3.40, 3.41 και 3.42 αναφέρονται σε 
µία κατηγορία. Ένας υπολογισµός πρέπει να γίνει για όλες τις κατηγορίες. Επιπλέον, όλα τα αποτελέσµατα 
θα πρέπει να υπολογίζονται κατά µέσο όρο για όλες τις αναδιπλώσεις της δεκαπλής-αναδίπλωσης 
διασταυρούµενης αξιολόγησης.  Στις επόµενες ενότητες περιγράφονται οι µέσες Μάκρο και Μίκρο σχέσεις  
και πως εξάγονται. 

Μάκρο µετρικές 

Οι µέσες τιµές ακρίβειας, ανάκλησης και Φ-µετρικής υπολογίζονται µε τα ακόλουθα τρία βήµατα. 

1. Οι µετρήσεις υπολογίζονται για κάθε κλάση σε µία αναδίπλωση µε βάση τις εξισώσεις 3.40, 3.41 και 
3.42. 

2. Οι µέσες µετρήσεις για όλες τις κλάσεις σε µία αναδίπλωση εκτιµώνται από το βήµα 1. 

3. Οι µετρήσεις του βήµατος 2 υπολογίζονται κατά µέσο όρο για όλες τις αναδιπλώσεις. 

Μίκρο µετρικές 

Οι µετρήσεις ακριβείας, ανάκλησης και Φ-µετρικής υπολογίζονται µε τα ακόλουθα τρία βήµατα. 

1. Οι µετρήσεις υπολογίζονται για όλα τα έγγραφα µε βάση τις εξισώσεις 3.40, 3.41 και 3.42 σε µία 
αναδίπλωση. 

2. Η µέση ακρίβεια, η ανάκληση και η Φ-µετρική υπολογίζονται για όλα τα κείµενα µε βάση το βήµα 1 
ανεξάρτητα από την κλάση που κάθε κείµενο ανήκει σε µία αναδίπλωση. 

3. Οι µετρήσεις του βήµατος 2 υπολογίζονται κατά µέσο όρο για όλες τις αναδιπλώσεις. 

Σύγκριση µεταξύ µάκρο και µίκρο µετρικών. 

Οι µέσες µάκρο µετρικές υποδηλώνουν τον βαθµό που οι κλάσεις έχουν προβλεφθεί καλά, ενώ οι µίκρο 
µετρικές δείχνουν τον βαθµό που τα κείµενα κατηγοριοποιούνται σωστά στις κλάσεις. Οι µέσες τιµές των 
µακρο µετρικών αξιολογούν την κατηγοριοποίηση από την πλευρά των κατηγοριών, ενώ οι µέσες τιµές των 
µίκρο µέτρησης από την προοπτική των κειµένων. 

Επιπλέον, είναι σηµαντικό να αναφέρουµε ότι η µέση ακρίβεια, των µακρό µετρικών ακρίβειας, ανάκλησης  
και Φ-µετρικής είναι τρεις διαφορετικοί αριθµοί, ενώ αποδεικνύεται ότι οι αντίστοιχες µίκρο τιµές 
ανάγονται στο ίδιο αποτέλεσµα. Έτσι στους πίνακες των πειραµατικών αποτελεσµάτων κάθε αναφορά σε 
µάκρο µετρικές µετρήσεις συνεπάγεται τρία αποτελέσµατα ενώ οι αναφορές σε µίκρο µετρικές αντιστοιχούν 
σε ένα αποτέλεσµα, συχνά της Φ-µετρικής. 
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3.15.Συμπεράσματα


Στην παρούσα εργασία είδαµε µια σειρά εξωτερικών και εσωτερικών µετρικών σχέσεων που µπορούν να 
αξιολογήσουν σε τι βαθµό είναι καλή µια συσταδοποίηση. Είδαµε τις ιδιότητες που πρέπει να ικανοποιεί µία 
µετρική σχέση και διαπιστώσαµε ότι µόνο οι BCubed σχέσεις τις ικανοποιούν. Εν συνεχεία επεκτείναµε τις 
BCubed µετρικές για να αξιολογούν επικαλυπτόµενες συσταδοποιήσεις. 

Καταλήγουµε ότι γνωρίζοντας ένα σωστά κατηγοριοποιηµένο data set η καλύτερη µέθοδος για να 
αξιολογήσουµε µια συσταδοποίηση είναι να χρησιµοποιήσουµε της BCubed µετρικές. Αν δεν υπάρχει ένα 
τέτοιο data set µπορούµε να χρησιµοποιήσουµε κάποιο εσωτερικό κριτήριο επιλέγοντας µε µεγάλη προσοχή 
ποια συνάρτηση απόστασης θα εφαρµόσουµε. 

Το πιο σηµαντικό όµως είναι ότι µια βαθιά γνώση των µετρικών αξιολόγησης συσταδοποιήσεων µπορεί να 
προσφέρει στον ερευνητή µηχανικό τον τρόπο σκέψης για το πώς θα σχεδιάσει έναν καινοτόµο αλγόριθµο 
συσταδοποίησης που να είναι πιο αποδοτικός από αυτούς που ήδη υπάρχουν.  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4. Το μοντέλο κατηγοριοποίησης κειμένων με Γράφους Ν-
γραμμάτων


Το µοντέλο κατηγοριοποίησης κειµένων που προτείνουµε έγκειται στις µεθόδους κατηγοριοποίησης 
πολλαπλών θεµατικών κατηγοριών κειµένου. Το µοντέλο αποτελείται από πέντε στάδια: προεπεξεργασία 
κειµένων, κατασκευή γράφων, µέτρηση οµοιότητας γράφων, διανυσµατική αναπαράσταση και 
κατηγοριοποίηση. Αυτά τα στάδια έχουν σχεδιαστεί ως µια ακολουθία ξεχωριστών εργασιών και επιµέρους 
λειτουργίες όπου οι πιο απαιτητικές εργασίες να µπορούν να κλιµακωθούν ή να αποκλιµακωθούν σε σχέση 
µε το φόρτο εργασίας των εισερχόµενων ροών κειµένου. Όλα αυτά τα στάδια περιγράφονται στις επόµενες 
παραγράφους και αναδεικνύονται τα εγγενή πλεονεκτήµατα του µοντέλου αναπαράστασης γράφων N-
γραµµάτων για τις ανάγκες κατηγοριοποίησης κειµένων και την ικανότητά τους να υλοποιηθούν σε ένα 
κατανεµηµένο σύστηµα. 

Οι κατηγορίες κειµένου και θέµατος µπορούν να εκπροσωπούνται µε έναν συνεκτικό τρόπο ως γράφοι N-
γραµµάτων. Η σύγκριση αυτών των γράφων µπορεί να ποσοτικοποιηθεί ώστε να παρέχει ένα µέτρο 
οµοιότητας µεταξύ ενός κειµένου µε τις αντίστοιχες κατηγορίες θεµάτων όπως απεικονίζεται στο Σχήµα 4.1. 
Το προτεινόµενο µοντέλο ταξινόµησης ακολουθεί µια κλιµακούµενη κατανεµηµένη υπολογιστική 
προσέγγιση για τους µετασχηµατισµούς κειµένων σε γράφους και τις συγκρίσεις γράφων ενισχύοντας έτσι 
την ακρίβεια των προβλέψεων και µειώνοντας την χρονική απόκριση του συστήµατος. 

 

Σχήµα 4.1 Γραφική αναπαράσταση και σύγκριση µεταξύ κειµένων και θεµατικών κατηγοριών 

Το µοντέλο κατηγοριοποίησης κειµένων που προτείνουµε είναι ανεξάρτητο από την γλώσσα εφαρµογής. Ο 
ΓΝΓ µπορεί να κατασκευαστεί από κείµενα γραµµένα σε οποιαδήποτε γλώσσα. Επιπλέον, µπορεί να 
χρησιµοποιηθεί ακόµη και εάν ένα κείµενο συνδυάζει λέξεις από δύο ή περισσότερες γλώσσες. Το 
φαινόµενο να χρησιµοποιούνται αγγλικές λέξεις σε έγγραφα που είναι γραµµένα σε διαφορετικές γλώσσες, 
είναι αρκετά συνηθισµένο. 

Tο προτεινόµενο µοντέλο επιτυγχάνει µια αρκετά καλή υπολογιστική πολυπλοκότητα για τις εργασίες 
κατασκευής και σύγκρισης γράφων. Η πολυπλοκότητα για την κατασκευή ενός ΓΝΓ είναι O (l) όπου l είναι 
ο συνολικός αριθµός των χαρακτήρων των κειµένων και η πολυπλοκότητα της µεθόδου οµοιότητας 
γραφήµατος είναι O( B ) όπου  B  και  B  είναι ο αριθµός των ακµών σε δύο διαγράµµατα σύγκρισης e1 · e2 e1 e2
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Το αποτέλεσµα σύγκρισης µεταξύ ενός γράφου κειµένου µε τους γράφους που αντιπροσωπεύουν τις 
θεµατικές κατηγορίες παράγει βαθµούς οµοιότητας που µπορούν να σχηµατίσουν ένα διάνυσµα k 
διαστάσεων, όπου το k υποδηλώνει τον αριθµό των κατηγοριών. Αυτά τα διανύσµατα k-διαστάσεων 
περνάνε σε έναν ταξινοµητή διανυσµάτων όπου υπολογίζεται η καταλληλότερη κατηγορία στην οποία θα 
ταξινοµηθούν τα αρχικά κείµενα. Ο αγωγός (pipeline) ροής κειµένων για τη στήριξη του µοντέλου 
ταξινόµησης ΓΝΓ χωρίζεται σε παράλληλες εργασίες (embarrassingly parallel tasks), δηλαδή εργασίες 
εξαγωγής, µετασχηµατισµού και φόρτωσης. Η διαδικασία ταξινόµησης καταµερίζεται σε µικρότερες 
εργασίες που εκτελούνται ως λειτουργίες µετασχηµατισµού και κατευθύνουν επεξεργασµένα δεδοµένα µε τη 
µορφή PCollections (Π-Συλλογών), από στάδιο σε στάδιο. Στο πιο απαιτητικό υπολογιστικό στάδιο, που 
είναι η εργασία σύγκρισης γράφων, τα δεδοµένα και η επεξεργασία ανατίθενται σε υπολογιστικές µονάδες 
κατά παράλληλο τρόπο. Όλες οι εργασίες περιλαµβάνουν τη δυνατότητα αυτόµατης κλιµάκωσης όπως 
παρέχεται από το Dataflow στις υποδοµές του Google Cloud, το οποίο εγγυάται την έγκαιρη απόκριση, τη 
διαθεσιµότητα και την ανοχή σε σφάλµατα στο απεριόριστο µήκος και την τυχαία αύξηση ή µείωση της 
ροής κειµένων. 

Στόχος µας είναι να προτείνουµε µια µέθοδο που έχει γενική µορφή και µπορεί να χρησιµοποιηθεί σε 
διαφορετικές ανάγκες ταξινόµησης κειµένων. Η µέθοδος αξιολογείται τόσο σε σχέση µε ένα ίσο 
κατανεµηµένο σύνολο δεδοµένων όσο και σε ένα σύνολο δεδοµένων που είναι ανόµοια κατανεµηµένο. Στο 
πρώτο σύνολο δεδοµένων, τα κείµενα διανέµονται εξίσου σε όλες τις κατηγορίες. Στο δεύτερο ένα σύνολο 
δεδοµένων εµπεριέχει ορισµένες κατηγορίες όπου έχουν πολύ περισσότερα κείµενα από άλλες. Στο ανόµοια 
κατανεµηµένο σύνολο δεδοµένων, πολλοί αλγόριθµοι ταξινόµησης τείνουν να αναθέτουν κείµενα που 
ανήκουν σε µικρές κατηγορίες σε µεγαλύτερες. Ακόµη και αν ορισµένες µέθοδοι προσπάθησαν να 
αντιµετωπίσουν αυτό το ζήτηµα [76] παραµένει µια από τις κύριες προκλήσεις στην ταξινόµηση κειµένου. 
Οι Μίκρο µετρήσεις αξιολόγησης δεν µπορούν να εκφράσουν αυτήν την εσφαλµένη ταξινόµηση σε 
αντίθεση µε τις Μάκρο µετρήσεις αξιολόγησης, οι οποίες είναι σε θέση να το κάνουν. Η ανοµία κατανοµή 
των κειµένων σε θεµατικές κατηγορίες είναι ένα ζήτηµα που λαµβάνεται υπόψη σε αυτή την έρευνα και 
προσπαθούµε να το αντιµετωπίσουµε. 

Στη συνέχεια παρέχουµε τις λεπτοµέρειες σχετικά µε τις κύριες λειτουργίες στον αγωγό ταξινόµησης ΓΝΓ, 
δηλαδή την κατασκευή γράφων, τον υπολογισµό οµοιότητας γράφων, την προεπεξεργασία, την 
αντιπροσώπευση και ταξινόµηση των φορέων. Αναφερόµαστε επίσης στον τρόπο µε τον οποίο οι 
λειτουργίες αυτές τοποθετούνται σε ένα κατανεµηµένο περιβάλλον. 

4.1. Κατασκευή Γράφων


Η διαδικασία κατασκευής γράφων µπορεί να χωριστεί σε δύο βασικά βήµατα. Πρώτον, όλα τα N-γράµµατα 
εξάγονται µετατοπίζοντας ένα παράθυρο Ν χαρακτήρων στο αρχικό κείµενο. Έπειτα αυτά τα Ν-γράµµατα 
χρησιµοποιούνται ως κόµβοι στον ΓΝΓ. Οι κόµβοι συνδέονται µέσω µιας ακµής µόνο αν τα αντίστοιχα N-
γράµµατα πληρούν κάποιο κριτήριο εγγύτητας (π.χ. ακολουθίας ή περιεχοµένου). Το κριτήριο εγγύτητας 
καθορίζεται από το µέγεθος του πλαισίου ολίσθησης N-γραµµάτων, οι λεπτοµέρειες του οποίου 
περιγράφονται σε µια επόµενη υποενότητα και εξηγείται η διαδικασία κατασκευής των ακµών. Οι ακµές των 
γράφων που παράγονται είναι µονής κατεύθυνσης (έτσι αναφερόµαστε σε ένα κατευθυνόµενο γράφηµα) 
προκειµένου να καταγράψουµε την ακολουθία των N-γραµµάτων όπως υπάρχουν στο αρχικό κείµενο. Θα 
εξετάσουµε γράφους µε βάρη και χωρίς βάρη. Τα βάρη υποδηλώνουν πόσο συχνά πληρούται το 
προαναφερθέν κριτήριο γειτνίασης για ένα ζεύγος N-γραµµάτων. Ο γράφος Ν-γραµµάτων µιας κατηγορίας 
δηµιουργείται από τη συνάθροιση των γράφων που ανήκουν στην ίδια κατηγορία από το στάδιο εκπαίδευσης 
του µοντέλου. 

Ένα κείµενο µπορεί να µετατραπεί σε ΓΝΓ, αλλά το αντίστροφο δεν είναι δυνατό. Ένας γράφος µπορεί να 
υποδεικνύει εάν δύο N-γράµµατα είναι κοντά µεταξύ τους καθώς και την ακολουθία τους. Αλλά δεν 
µπορούµε να ακολουθήσουµε µια διαδροµή ακµών ούτως ώστε να ανασυγκροτήσουµε το αρχικό κείµενο. 
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Αυτό οφείλεται στο ότι ένας κόµβος N-γραµµάτων µπορεί να έχει πολλές εξερχόµενες ακµές. Επιπλέον δύο 
ή περισσότερα τµήµατα κειµένου µπορούν να έχουν τον ίδιο ΓΝΓ καθιστώντας ακόµα πιο αβέβαιη την 
ανασύσταση του αρχικού κειµένου. 

Ένας ΓΝΓ περιλαµβάνει επαναλαµβανόµενη πληροφορία λόγω του ότι οι N-1 χαρακτήρες ενός κόµβου N-
γραµµάτων µπορούν να επαναληφθούν µε βάση το κριτήριο της γειτνίασης στους συνδεδεµένους του 
κόµβους. Αυτός ο φαινοµενικά πλεονασµός εξακολουθεί να είναι πολύ χρήσιµος, διότι µε βάση αυτό 
µπορούν να ανιχνευθούν τα παρόµοια κείµενα. Σε πολλές περιπτώσεις, µια σύνθετη λέξη περικλείει τις 
έννοιες των απλών λέξεων. Η σχέση µεταξύ µιας απλής λέξης και µιας σύνθετης λέξης µπορεί να 
αναγνωριστεί µε τεχνικές µερικής οµοιότητας ως οµοιότητες γράφων. Πολλές τεχνικές οµοιότητας γράφων 
δοκιµάζονται στο προτεινόµενο µοντέλο, όπως θα δούµε. Κάθε µία από αυτές ορίζεται µε διαφορετικό 
τρόπο, αλλά όλες βασίζονται στον πλήθος και την διάταξη των χαρακτήρων που υπάρχουν στους γράφους 
που συγκρίνονται. 

4.1.1. Κατασκευή κόμβων

Τα πιθανά N-γράµµατα εξάγονται από ένα κείµενο και αντιπροσωπεύονται ως κόµβοι. Οι χαρακτήρες ενός 
N-γράµµατος µπορεί να προέρχονται από µία λέξη ή από διαδοχικές λέξεις που συµπεριλαµβάνουν ακόµη 
και τον χαρακτήρα διαστήµατος που τις χωρίζει, όπως φαίνεται στο παράδειγµα του Σχήµατος 4.2. 

 

Σχήµα 4.2 Κατασκευή κόµβου 4 γραµµάτων της φράσης"seize the day" 

Ανάλογα µε την εφαρµογή, τα N-γράµµατα µπορεί να διακρίνουν πεζά µε κεφαλαία. Για παράδειγµα, στις 
εφαρµογές ανάλυσης συναισθηµάτων προτιµάται τα N-γράµµατα να διακρίνουν τα πεζά από τα κεφαλαία, 
διότι η χρήση κεφαλαίων και µικρών γραµµάτων να εκφράζουν τα συναισθήµατα του συγγραφέα. Επιπλέον, 
τα σηµεία στίξης είναι σηµαντικά για τον ίδιο λόγο [77]. Η προτεινόµενη γενική µέθοδος θεµατικής 
κατηγοριοποίησης κειµένων µε ΓΝΓ δεν κάνει διάκριση κεφαλαίων και πεζών, διότι στις περισσότερες 
εφαρµογές οι λέξεις δεν διαφέρουν νοηµατικά εάν είναι γραµµένες µε κεφαλαία ή πεζά γράµµατα. Στη 
χειρότερη περίπτωση, ο αριθµός των κόµβων είναι (#Chars) N όπου #Chars είναι ο αριθµός διακριτών 
χαρακτήρων και σηµείων στίξης που µπορούν να χρησιµοποιηθούν. Προκειµένου να διατηρηθεί ο γράφος 
σε ένα µικρό, διαχειρίσιµο µέγεθος, το προτεινόµενο µοντέλο χρησιµοποιεί τα N-γράµµατα µόνο ως 
συνδυασµό πεζών γραµµάτων και κενών χαρακτήρων. Ακόµη και αν ένα N-γραµµα υπάρχει πολλές φορές 
στο αρχικό κείµενο, µόνο ένας κόµβος θα δηµιουργηθεί για να το αντιπροσωπεύσει. Δεδοµένου ότι δεν 
υπάρχουν ενδείξεις σχετικά µε την κατάλληλη τιµή του Ν, ερευνήσαµε επιλογές µεταξύ 2 και 10. 

Στην περίπτωση ενός µεγάλου κειµένου, ένα µεγάλο N µπορεί να απεικονίσει µε µεγαλύτερη ακρίβεια την 
ακολουθία των λέξεων, αλλά ο γράφος γίνεται µεγαλύτερος και η πολυπλοκότητα ψηλότερη. Από την άλλη 
πλευρά, εάν το N είναι µικρό, τότε το γράφηµα είναι µικρότερο αλλά η ακρίβεια της µεθόδου επηρεάζεται 
αρνητικά. Σε µικρά κείµενα όπως tweets, ένα µικρό N µπορεί να είναι πιο αποτελεσµατικό από τη χρήση 
ενός µεγάλου Ν. Σε αυτά τα συµπεράσµατα καταλήξαµε µέσω πειραµάτων και αναφέρονται στην  ενότητα 
αξιολόγησης. 

B75



4.1.2.Κατασκευή ακμών

Η γειτνίαση µαζί µε τη σειρά εµφάνισης δύο N-γραµµάτων στο αρχικό κείµενο αναπαρίσταται στον γράφο 
από µια ακµή η οποία ενώνει τους δύο αντίστοιχους κόµβους. Έτσι, κάθε κόµβος N-γραµµάτων συνδέεται 
στον ακόλουθο κόµβο N-γράµµατος µέσω µιας κατευθυνόµενης ακµής. Ο αριθµός των επόµενων κόµβων 
που θα ενωθούν καθορίζεται από ένα πλαίσιο. Για να ορίσουµε την έννοια του πλαισίου πρέπει να 
απαντήσουµε στην ερώτηση: Υποθέτοντας ένα N-γραµµα που θεωρείται πηγή, πόσες επόµενα N-γράµµατα 
θα πρέπει να θεωρήσουµε επαρκώς κοντά έτσι ώστε να µπορούµε να δηλώσουµε αυτήν την εγγύτητα µε 
µιαν ακµή στο γράφηµα; Η απάντηση σε αυτή την ερώτηση ορίζει την σηµασία του πλαισίου. 

Σχήµα 4.3 Κατασκευή ακµών µε κυλιόµενο πλαίσιο µήκους 4 

Σε αυτή την έρευνα, πειραµατιστήκαµε µε µεγέθη πλαισίων µεταξύ δύο έως δέκα όπως θα δούµε στην 
ενότητα αξιολόγησης. Μεγαλύτερα µεγέθη πλαισίων από 10 δεν έχουν δοκιµαστεί λόγω της υψηλής 
υπολογιστικής επιβάρυνσης που προσθέτουν, ενώ µικρότερα µεγέθη (δηλ. Μέγεθος = 1) δεν έχουν νόηµα. 
Το σηµαντικότερο συµπέρασµα είναι ότι όταν χρησιµοποιούνται επιλογές προς το κάτω άκρο, τότε το 
γράφηµα θα αντιπροσωπεύει αυστηρά τη σχέση µεταξύ των λέξεων. Από την άλλη πλευρά, εάν 
χρησιµοποιείται ένα µεγάλο πλαίσιο, τότε το γράφηµα θα αντιπροσωπεύει µε πιο ευέλικτο τρόπο τη σχέση 
µεταξύ των λέξεων. Τελικά, επιλέξαµε ένα µέγεθος πλαισίου ίσο µε Ν, δηλ. τον ίδιο αριθµό Ν µε τον αριθµό 
των χαρακτήρων στα N-γράµµατα. Η χρήση εναλλακτικών µεγεθών πλαισίων που διαφέρουν από την τάξη 
N των N-γραµµάτων παραµένει µια µελλοντική εργασία. 

Το πλαίσιο που περιέχει τους ακόλουθους κόµβους N-γραµµάτων ολισθαίνει ένα N-γραµµα κάθε φορά και 
για κάθε κόµβο N-γραµµα, παράγονται N ακµές που συνδέουν τους N αντίστοιχους κόµβους N-γραµµάτων 
όπως απεικονίζεται στο Σχήµα 3 και στο Σχήµα 4. Κάθε γραµµή αντιπροσωπεύει έναν κόµβο πηγής και το 
πλαίσιο που περιλαµβάνει τους τερµατικούς κόµβους. Οι άκρες µπορούν να έχουν βάρη ή να µην έχουν. Οι 
ακµές χωρίς βάρη αντιπροσωπεύουν απλώς ότι µερικά N-γράµµατα βρίσκονται κοντά σε ένα κείµενο. Οι 
σταθµισµένες ακµές µπορούν να αντιπροσωπεύουν τη συχνότητα της εµφάνισης γειτονικών Ν-γραµµάτων. 
Παρά την διαισθητική πεποίθηση ότι ο σταθµισµένος ΓΝΓ µπορεί να έχει καλύτερη ακρίβεια, τα πειράµατα 
όπως περιγράφονται στην ενότητα αξιολόγησης απέδειξαν ότι στις περισσότερες περιπτώσεις συµβαίνει το 
αντίθετο. Αυτό εξηγείται από το γεγονός ότι πολλά κοινά N-γράµµατα συνυπάρχουν συχνά σε διάφορα 
κείµενα ανεξαρτήτως κατηγορίας. Η κατηγοριοποίηση µε βάση την συχνότητα των γειτονικών N-
γραµµάτων ελαττώνει την ακρίβεια του µοντέλου. 
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Για να βελτιωθεί η χρήση σταθµισµένων γράφων, τα βάρη των ακµών µπορούν να κανονικοποιηθούν ώστε 
να είναι ανεξάρτητα από το µέγεθος κειµένου. Εάν µια κατηγορία αποτελείται από πολλά κείµενα, θα έχει 
ένα µεγάλο γράφο και τα σηµαντικά ζευγάρια γειτονικών N-γραµµάτων θα υπάρχουν πολλές φορές. Από την 
άλλη πλευρά, αν µια κατηγορία περιλαµβάνει µόνο µερικά κείµενα, τα σηµαντικά ζευγάρια γειτονικών N-
γραµµάτων µπορεί να υπάρχουν µόνο δύο ή τρεις φορές. Αυτό έχει ως αποτέλεσµα, τα βάρη των ακµών να 
υπολογίζονται λαµβάνοντας υπόψη τόσο τον αριθµό της συχνότητας που κάθε άκρη υπάρχει όσο και τον 
συνολικό αριθµό ακµών. Η κανονικοποίηση των σταθµισµένων γράφων µπορεί να συµβάλει στην 
αντιµετώπιση της ανόµοιας κατανοµής κειµένων σε θεµατικές κατηγορίες. 

Σχήµα 4.4. Γράφος 4-γραµµάτων της πρότασης “seize the day" 

4.2.Μετρικές Ομοιότητας Γράφων 


Ένα βασικό σηµείο του προτεινόµενου µοντέλου ταξινόµησης µε ΓΝΓ είναι η ποσοτική µέτρηση της 
οµοιότητας γράφων. Η οµοιότητα γράφων µπορεί να υποδεικνύει τον βαθµό που ένα κείµενο ανήκει σε µια 
κατηγορία. Πολλές µέθοδοι για την εκτίµηση της οµοιότητας γράφων υπάρχουν στη βιβλιογραφία. Ένα 
βασικό κριτήριο είναι η αναγνώριση του µέγιστου κοινού υπογράφου, όπως ο Rascal [78] που βασίζεται στη 
µέγιστη κλίκα µεταξύ δύο γράφων. Ένα άλλο κριτήριο βασίζεται στην οµοιότητα µεταξύ των κόµβων των 
γράφων [79]. 

Ο συνολικός αριθµός των κοινών ακµών µεταξύ δύο γράφων N-gram είναι ένα καλύτερο κριτήριο για την 
οµοιότητα από το πλήθος των κοινών κόµβων. Ο λόγος είναι ότι υπάρχουν διακριτά N-γράµµατα που 
εµφανίζονται συχνά µεταξύ διαφορετικών λέξεων χωρίς να υπάρχει πραγµατική συσχέτιση µεταξύ των 
λέξεων από όπου προέρχονται. Ενώ η γειτνίαση και η διαδοχή των N-γραµµάτων υποδηλώνουν σε 
µεγαλύτερο βαθµό τις σχέσεις µεταξύ των λέξεων. Το κριτήριο που πρέπει να χρησιµοποιηθεί είναι ένα 
κριτήριο που βασίζεται στον αριθµό των κοινών ακµών. 

Η οµοιότητα περιεχοµένου (Containment Similarity CS) [80] είναι µια µετρική που µπορεί να 
χρησιµοποιηθεί σε σταθµισµένους γράφους και µετρά τον αριθµό των ακµών που συνυπάρχουν στους δύο 
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γράφους σε σύγκριση µε τον συνολικό αριθµό ακµών του µικρότερου εκ των δύο γράφων. Μια ακµή 
συνυπάρχει και στους δύο γράφους εάν οι προσκείµενοι κόµβοι του έχουν τις ίδιες ετικέτες N-γραµµάτων 
και στους δύο γράφους. Η εξίσωση της οµοιότητας περιεχοµένου δίνεται παρακάτω. 

3  (4.1) 

Όπου B  είναι ο γράφος ενός κειµένου και το B  είναι ο γράφος µιας κατηγορίας 3  είναι ο 

αριθµός των ακµών του γράφου B  και B  αντίστοιχα και το e είναι µια ακµή που ανήκει στο γράφηµα B . 
Η συνάρτηση µ (e, B ) είναι ίση µε 1 αν ο γράφος B  περιέχει την ακµή e και 0 διαφορετικά. 

Σε όλες σχεδόν τις περιπτώσεις, ο γράφος του κειµένου είναι µικρότερος από τον γράφο της θεµατικής 
κατηγορίας. Για αυτόν τον λόγο, είναι πιο αποδοτικό να διατρέχουµε τις ακµές του γράφου κειµένου και να 
ελέγχουµε αν υπάρχουν στον γράφο κατηγορίας. Σηµειώνουµε ότι από τη στιγµή που οι γράφοι είναι 
κατευθυνόµενοι, οι ακµές π.χ. "Appl" - "pple" και "pple" - "appl" θεωρούνται διαφορετικές. 

Στην περίπτωση σταθµισµένων γράφων, µπορεί να χρησιµοποιηθεί το µέτρο της Οµοιότητας Αξίας (Value 
Similarity VS) και της κανονικοποιηµένης Οµοιότητας Αξίας (Normalized Value Similarity NVS) [80]. Η 
οµοιότητα αξίας εκφράζει το άθροισµα των κοινών ακµών µεταξύ δύο γράφων λαµβάνοντας υπόψη το 
βάρος των ακµών (εξίσωση 4.2). Η οµοιότητα αξίας είναι υψηλή εάν τα κοινά N-γράµµατα είναι γειτονικά 
µε την ίδια συχνότητα και στους δύο γράφους και χαµηλή εάν τα κοινά N-γράµµατα έχουν διαφορετικές 
συχνότητες. 

3  (4.2) 

Όπου B  είναι το βάρος της άκρης e στο γράφηµα κειµένου και το B  είναι το βάρος της ακµής e στο 
γράφηµα θεµατικών κατηγοριών. Η οµοιότητα αξίας µεταξύ ενός µεγάλου γράφου και ενός µικρού γράφου 
µπορεί να µην παράγει εύλογα αποτελέσµατα. Εποµένως, ένας παράγοντας κανονικοποίησης θα πρέπει να 
χρησιµοποιηθεί για να διαιρέσει την οµοιότητα αξίας (εξίσωση 4.3). 

3  (4.3) 

Ο κανονικοποιηµένος παράγοντας είναι η διαίρεση µεταξύ των ελάχιστων ακµών προς τις περισσότερες 
ακµές των δύο γράφων. 

Η οµοιοµορφία κανονικοποιηµένης τιµής (NVS) εξίσωση 4.4 υποδηλώνει την οµοιότητα µεταξύ δύο 
γράφων που ανεξαρτητοποιείται από τα µεγέθη των γράφων. 

3  (4.4) 

CS(GT, GC) =
∑e∈GT

μ(e, GC)

min( |GT | , |GC | )

GT GC   GT , GC

GT GC GT
GC GC

VS(GT, GC) =
∑e∈GT

min(wT (e), wc(e))
max(wT (e), wc(e))

m a x( |GT | , |GC | )

wT wC

SS(GT, GC) =
min(GT, GC)
m a x(GT, GC)

N VS(GT, GC) =
VS(GT, GC)
SS(GT, GC)
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Τα CS, VS και NVS δίνουν ως αποτέλεσµα έναν αριθµό µεταξύ µηδέν και ενός. Η µηδενική οµοιότητα 
δηλώνει ότι οι γράφοι δεν έχουν τίποτα κοινό και η οµοιότητα µεταξύ B  ισούται µε ένα και δηλώνει 
ότι είναι ταυτόσηµα γράφοι ή υπογράφοι. 

Οµοίως, η οµοιότητα περιεχοµένου και η οµοιότητα αξίας έχουν χρησιµοποιηθεί για τη σύγκριση ΓΝΓ για  
την συναισθηµατική ανάλυση κειµένων [80] και για την αξιολόγηση αυτοµατοποιηµένων περιλήψεων [44]. 
Αυτές οι µετρικές είναι κατάλληλες για την καταγραφή της οµοιότητας κειµένου που αντιπροσωπεύονται 
από τους γράφους. 

Έχουν εφαρµοστεί τρεις παραλλαγές µετρικών που βασίζονται στον υπολογισµό µέγιστων κοινών 
υπογραφών (Maximum Common Subgraph MCS). Ο υπολογισµός του  µέγιστου κοινού υπογράφου χωρίς 
ετικέτες (labels) είναι ένα NP-πλήρες πρόβληµα. Ευτυχώς, οι γράφοι N-γραµµάτων χρησιµοποιούν κόµβους 
µε ετικέτες και η πολυπλοκότητα τους είναι πολυωνυµική. Μετά τη µέτρηση του µέγιστου κοινού 
υπογράφου, η ποσοτικοποίηση της οµοιότητας µπορεί να εκτιµηθεί µε βάση τον αριθµό των κοινών κόµβων 
ή ακµών. Η εξίσωση 4.5 χρησιµοποιεί τον αριθµό των κόµβων που περιέχει ο µέγιστος ο κοινός υπογράφος 
ενώ οι εξισώσεις 4.6 και 4.7 βασίζονται στον αριθµό των ακµών. 

3  (4.5) 

όπου 3  δηλώνει τον αριθµό των κόµβων που περιέχονται στον µέγιστο κοινό υπογράφο. 

B  (4.6) 

όπου 3  δηλώνει τον αριθµό των ακµών που περιέχονται στον µέγιστο κοινό 

υπογράφο και είναι ανεξάρτητη από την κατεύθυνσή των ακµών στους αρχικούς γράφους. 

B  (4.7) 

όπου B  δηλώνει τον αριθµό των κόµβων που περιέχονται στον µέγιστο κοινό 

υπογράφο και έχουν την ίδια κατεύθυνση στους γράφους του κειµένου που εξετάζουµε B  και της θεµατικής 
κατηγορίας B  

Η µετρική MCSNS βασίζεται στον αριθµό των κόµβων που περιέχει ο µέγιστος κοινός υπογράφος. Αυτό 
σηµαίνει ότι εξετάζεται το πλήθος των διαφορετικών ακολουθιών χαρακτήρων που υπάρχουν τόσο στο 
αρχικό κείµενο όσο και στην αντίστοιχη κατηγορία θέµατος. Οι µετρήσεις MCSUES και MCSDES 

GD,  GC

MCSNS =
MCSN( GT , GC )

min( GT , GC )

MCSN( Gt , GC )

MCSUES =
MCSUE( GT , GC )

min( GT , GC )

MCSUE( GT , GC )

MCSDES =
MCSDE( GT , GC )

min( GT , GC )

MCSDES( GT , GC )
GT

GC
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βασίζονται στον αριθµό των ακµών που περιέχουν ο µέγιστος κοινός υπογράφος. Το MCSUES δεν λαµβάνει 
υπόψη την κατεύθυνση των ακµών, ενώ το MCSDES απαιτεί οι ακµές να γειτονεύουν στους κόµβους 
προέλευσης και τερµατισµού µε την ίδια ετικέτα. Αυτές οι µετρικές αποτυπώνουν την έννοια του πόσο 
ισχυρή είναι η σχέση των αλληλουχιών Ν-γραµµάτων µεταξύ κειµένου και κατηγορίας θέµατος. 

4.3.Προεπεξεργασία Κειμένων


Τόσο οι ΓΝΓ των θεµατικών κατηγοριών όσο και των κειµένων περιέχουν πολλούς κόµβους και ακµές N-
γραµµάτων. Μια περαιτέρω ερώτηση είναι αν µπορούµε να διακρίνουµε τους κόµβους και τις ακµές που 
προσφέρουν χρήση πληροφορία στην διαδικασία της κατηγοριοποίησης από τους "θορυβώδεις" κόµβους και 
ακµές. Οι κόµβοι και οι ακµές θεωρούνται ως θόρυβος αν υπάρχουν σε όλες τις κατηγορίες ή ακόµα 
χειρότερα αν συστηµατικά έχουν αρνητική συµβολή κατά την ταξινόµηση των κειµένων. Υπάρχουν δύο 
πλεονεκτήµατα από το φιλτράρισµα τµηµάτων των γράφων. Πρώτον, οι γράφοι γίνονται µικρότεροι 
µειώνοντας τις απαιτήσεις υπολογισµού και µνήµης. Δεύτερον, η ακρίβεια της µεθόδου ταξινόµησης µπορεί 
να αυξηθεί. 

Η επιλογή χαρακτηριστικών (Feature selection) είναι µια προσέγγιση µηχανής µάθησης που εφαρµόζεται για 
την ποσοτικοποίηση της σηµασίας κάθε χαρακτηριστικού σε ένα συγκεκριµένο πρόβληµα. Για τις ανάγκες 
της επεξεργασίας φυσικής γλώσσας, είναι συνηθισµένη πρακτική να αφαιρούνται οι κοινές λέξεις (Stop 
Words) και να γίνεται ληµµατοποίηση (Stemming) του αρχικού κειµένου [81]. Ακόµα κι αν παραλείπονται ή 
αλλάζουν ορισµένες λέξεις σε ένα στάδιο προεπεξεργασίας, διατηρείται η ακολουθία των σηµαντικών 
λέξεων. Οι κοινές λέξεις είναι οι πολύ συνηθισµένες λέξεις που µπορούν να βρεθούν σε ολόκληρο το 
σύνολο κειµένων που εξετάζονται και δεν σχετίζονται µε συγκεκριµένα θέµατα. Η ληµµατοποίηση αφορά 
την διαγραφή της κατάληξης µιας λέξης ή την εύρεση του λήµµατος από όπου έχει παραχθεί. 

Στο στάδιο της εκπαίδευσης, τα κείµενα χωρίζονται σε δύο µέρη. Το πρώτο µέρος περιλαµβάνει τα κείµενα 
που χρησιµοποιούνται για την κατασκευή των k κατηγοριών ΓΝΓ, ενώ στο δεύτερο µέρος, κάθε κείµενο 
αντιπροσωπεύεται ως ξεχωριστό ΓΝΓ. Οι ξεχωριστοί γράφοι των µεµονωµένων κειµένων συγκρίνονται µε 
τους γράφους των k θεµατικών κατηγοριών για να παραχθούν τα διανύσµατα που τους αντιπροσωπεύουν. Ο 
ταξινοµητής διανυσµάτων εκπαιδεύεται µε αυτά τα διανύσµατα. Από τη συνολική διαδικασία του σταδίου 
εκπαίδευσης, διατηρούµε τις κατηγορίες γράφων N-γραµµάτων και το εκπαιδευµένο µοντέλο ταξινόµησης 
διανυσµάτων, ως δοµή γνώσης τα οποία  θα χρησιµοποιήσουµε στο στάδιο πρόβλεψης. 

Στο στάδιο πρόβλεψης, κάθε κείµενο αντιπροσωπεύεται ως ΓΝΓ και συγκρίνεται µε τους ΓΝΓ των 
κατηγοριών που κατασκευάστηκαν στο στάδιο εκπαίδευσης. Αυτή η σύγκριση παράγει διανύσµατα που 
αντιπροσωπεύουν τα κείµενα και µεταφέρονται στο εκπαιδευµένο µοντέλο ταξινόµησης διανυσµάτων 
προκειµένου να ανατεθούν στην πλέον κατάλληλη κατηγορία. Η προεπεξεργασία πραγµατοποιείται µε 
παρόµοιο τρόπο στην αρχή της εκπαίδευσης και της πρόβλεψης, προτού τα κείµενα να χρησιµοποιηθούν για 
την κατασκευή των γράφων. 

Για να επιλέξουµε τη µέθοδο ταξινόµησης διανύσµατος, λάβαµε υπόψιν µας τη ροή και την ασύγχρονη φύση 
του µοντέλου ταξινόµησης ΓΝΓ και τα αξιολογήσουµε πειραµατικά σε µια συγκριτική µελέτη. Τα 
χαρακτηριστικά των διανυσµάτων είναι οµοιογενή, καθώς όλα αντιστοιχούν σε αριθµητικές οµοιότητες 
γράφων που εκφράζονται στο εύρος [0,1]. Επιπλέον, κάθε µια από τις συνιστώσες του διανύσµατος που έχει 
παραχθεί συµβάλλει στην κατηγοριοποίηση χωρίς να εξαρτάται από τις υπόλοιπες συνιστώσες. Ως 
αποτέλεσµα  ένας ταξινοµητής που βασίζεται στης αποστάσεις των διανυσµάτων ή σε πιθανότητες όπως οι 
(SVM) και Bayes να είναι µια καλή επιλογή. 

Στο µοντέλο SVM, τα επίπεδα αποφάσεων (decision planes) παράγονται για να ορίσουν τα όρια αποφάσεων 
που χωρίζουν ένα σύνολο παρατηρήσεων σε ένα χώρο N-διαστάσεων. Τα επίπεδα απόφασης σχηµατίζονται 
στο στάδιο της εκπαίδευσης και πρέπει να ικανοποιούν τον περιορισµό ότι το χάσµα µεταξύ των 
παρατηρήσεων που ανήκουν σε διαφορετικές κατηγορίες θα πρέπει να είναι όσο το δυνατόν ευρύτερο. Η 
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διαδικασία ταξινόµησης περιλαµβάνει πολλές κλάσεις έτσι χρησιµοποιήθηκε ο SVM για ταξινόµηση 
πολλαπλών κατηγοριών. Συγκεκριµένα, εφαρµόσαµε το γραµµικό SVΜ σε µια προσέγγιση ταξινόµησης  
µιας έναντι µίας (one vs. one). Στην µία έναντι µίας ταξινόµησης, ένας ξεχωριστός δυαδικός ταξινοµητής 
εκπαιδεύεται για κάθε ζευγάρι κατηγοριών. Στο στάδιο προβλέψεων, το µοντέλο τροφοδοτείται ένα µη 
κατηγοριοποιηµένο σύνολο κείµενων σε όλους τους δυαδικούς ταξινοµητές και η κατηγορία που έχει τον 
υψηλότερο αριθµό προβλέψεων είναι η κατηγορία στην οποία εκχωρείται το κείµενο. 

B  

Σχήµα 4.5 Στάδια κατασκευής και ταξινόµησης γράφων και διανυσµάτων 

Ο ταξινοµητής Gaussian Bayes βασίζεται σε ένα πιθανοτικό µοντέλο στο οποίο τα κείµενα 
αναπαριστάνονται ως διανύσµατα όπως περιγράφονται στις προηγούµενες παραγράφους. Οι k διαστάσεις 
των διανυσµάτων είναι ανεξάρτητες µεταβλητές και στην έρευνα µας σχετίζονται µε τις εξόδους των 
µετρήσεων οµοιότητας των γράφων. Στην εξίσωση 4.8 η κατηγορία πρόβλεψης είναι η εξαρτηµένη 
µεταβλητή y, B  το µη παρατηρηµένο κείµενο και το B , B  υπολογίζονται χρησιµοποιώντας τη µέγιστη 
πιθανότητα. 

B (4.8) 

Η βαθιά µάθηση (Deep Learning) αφορά πολλαπλά επίπεδα ενός νευρωνικού δικτύου. Το διάνυσµα των  
οµοιοτήτων των γράφων µεταξύ ενός µη κατηγοριοποιηµένου κειµένου και των κατηγοριών µπορεί να 
τροφοδοτηθεί στο επίπεδο εισόδου του νευρωνικού δικτύου και χρησιµοποιώντας µια τεχνική διάδοσης 
ενεργοποιήσεων κάθε επίπεδο µετατρέπει τα δεδοµένα σε µια πιο αφηρηµένη και σύνθετη µορφή µέχρι την 
ενεργοποίηση του τελευταίου επιπέδου που υποδηλώνει την κατηγορία στην οποία ανήκει το κείµενο. Η 
βαθιά εκµάθηση δείχνει πολύ καλή απόδοση σε προβλήµατα που εκπαιδεύονται µε µεγάλο αριθµό 
δεδοµένων, αλλά εάν το εκπαιδευµένο σύνολο δεδοµένων δεν επαρκεί, πιθανόν άλλες τεχνικές να έχουν 
καλύτερη απόδοση. 

ti  σy μy

P(ti |y) =
1

2πσ2
y

exp −
(ti − μy)

2

2σ2
y

B81



4.4.Κατανεμημένος Σχεδιασμός του ΓΝΓ για Ροές Κειμένων


Στην ταξινόµηση συνόλου (Batch) κειµένων, τα δεδοµένων είναι στατικά και µπορεί να υποστούν 
επανειληµµένες επεξεργασίες χωρίς χρονικούς περιορισµούς. Η ταξινόµηση ροής (Streaming) κειµένου ΓΝΓ 
έχει σχεδιαστεί για να ικανοποιεί πιο συγκεκριµένους περιορισµούς, όπως η συνεχής παραγωγή κειµένων, η 
έγκαιρη απόκριση, η δυνατότητα επεκτάσεως του µοντέλου επεξεργασίας, η συχνή και πιθανή ταυτόχρονη 
άφιξη δεδοµένων. Για να καλύψουµε όλες αυτές τις προκλήσεις, συνδυάσαµε την ταξινόµηση γράφων N-
γραµµάτων µε τα πλεονεκτήµατα του αγωγού (pipieline) Apache Beam και τις δυνατότητες που προσφέρουν 
οι  υπηρεσίες νέφους της Google. 

Το µοντέλο κατηγοριοποίησης ΓΝΓ εµπίπτει στην κλάση των αµήχανα παράλληλων προβληµάτων 
(Embarrassingly parallel problems) τα οποία χαρακτηρίζονται από έναν εύκολο διαχωρισµό των εργασιών 
τους χωρίς την ανάγκη ενδιάµεσης επικοινωνίας µεταξύ τους καθιστώντας δυνατή την ανεξάρτητη και 
παράλληλη επεξεργασία των εργασιών. Ένας αγωγός εργασιών υλοποιείται χρησιµοποιώντας το µοντέλο 
προγραµµατισµού Apache Beam. Αυτός ο αγωγός περιλαµβάνει ξεχωριστές και διακριτές εργασίες που 
υλοποιούνται ως µέθοδοι µετασχηµατισµού, απεικονίζονται στο Σχήµα 4.6. Αυτός ο αγωγός εκτείνεται σε 
εννέα στάδια µε το στάδιο περισσότερων απαιτήσεων υπολογιστικής ισχύς που είναι η σύγκριση 
γραφήµατος να επεκτείνεται σε k παράλληλους κόµβους όπου k είναι ο αριθµός των προκαθορισµένων 
κατηγοριών (k είναι 5 στο σχήµα 4.6). Στα δύο τελευταία στάδια πραγµατοποιείται η διαδικασία της 
κατεύθυνσης των κατηγοριοποιηµένων κειµένων στις αντίστοιχες εξόδους ροής δεδοµένων. 

Το µοντέλο προγραµµατισµού Beam χρησιµοποιεί αγωγούς για να κατευθύνει και να επεξεργάζεται 
δεδοµένα. Αυτοί οι αγωγοί οργανώνονται ως κατευθυνόµενοι ακυκλικοί γράφοι και διευκολύνουν την 
κατανεµηµένη επεξεργασία δεδοµένων σε µεγάλη κλίµακα, µε τρόπο που ενοποιεί την επεξεργασία συνόλου 
και ροής δεδοµένων. Τα κατανεµηµένα δεδοµένα, για να είναι συµβατά µε την ορολογία του Beam, 
καλούνται PCollections και µπορούν να δηµιουργηθούν από µια εξωτερική πηγή δεδοµένων ή από δεδοµένα 
µνήµης. Τα PCollections αποτελούνται από στοιχεία οποιουδήποτε τύπου µε τον περιορισµό ότι όλα τα 
στοιχεία που ανήκουν σε PCollection πρέπει να είναι του ίδιου τύπου και η τυχαία πρόσβαση δεν 
υποστηρίζεται. Τα στοιχεία συνδέονται επίσης µε ένα χρονικό αποτύπωµα που αποδίδεται στις περισσότερες 
περιπτώσεις όταν το στοιχείο διαβάζεται ή προστίθεται. 

Τα PCollections επεξεργάζονται και διαβιβάζονται στα συνεχόµενα διακριτά στάδια του αγωγού. Η 
επεξεργασία που λαµβάνει χώρα σε ένα στάδιο του αγωγού ονοµάζεται µετασχηµατισµός και µπορεί να 
αφορά την αλλαγή, τη επιλογή, την οµαδοποίηση, την κατάτµηση, την εξαγωγή τµηµάτων της εισόδου και 
την ανάλυση των στοιχείων PCollection. Οι µετασχηµατισµοί εξετάζουν κάθε στοιχείο στο PCollection 
µεµονωµένα και πρέπει να ικανοποιούν τα κριτήρια της σειριοποίησης, της συµβατότητας µε νήµατα 
εκτέλεσης και του να είναι ταυτοδύναµα (idempotent). Άλλα τρία χαρακτηριστικά του µοντέλου 
προγραµµατισµού Beam είναι τα παράθυρα που υποδιαιρούν τα στοιχεία ενός PCollection µε βάση τα  
υδατογραφήµατα timestamps τους, η διαχείριση των στοιχείων που έφτασαν αργά και οι ενεργοποιητές 
(triggers) για να προσδιορίσουν πότε πρέπει να πραγµατοποιηθούν µετασχηµατισµοί συνάθροισης. Τέλος, η 
χρήση του αγωγού Beam που παρέχεται από το Dataflow λαµβάνει όλα τα πλεονεκτήµατα του Google cloud 
όσον αφορά την διαθεσιµότητα, την αυτοµατοποιηµένη δέσµευση υπολογιστικών πόρων, την έγκαιρη 
απόκριση, την αξιοπιστία, µε οικονοµικά αποδοτικό τρόπο. 

Ο αγωγός ταξινόµησης ΓΝΓ ξεκινά µε την συνδροµή (subscription) σε µια ροή κειµένων και µετατρέπει 
αυτή τη ροή σε ένα απεριόριστο PCollection όπου τα στοιχεία του αντιπροσωπεύουν µεµονωµένα µη 
κατηγοριοποιηµένα κείµενα. Ο δεύτερος κόµβος ορίζει το στάδιο προεπεξεργασίας που βελτιώνει κάθε 
κείµενο µε αφαίρεση των κοινών λέξεων και ληµµατοποίηση. Ο τρίτος κόµβος αντιστοιχεί στη µετατροπή 
των κειµενικών σε ΓΝΓ. Το τέταρτο επίπεδο κόµβων είναι το πιο κρίσιµο στάδιο του αγωγού γιατί εδώ 
γίνεται η σύγκριση γράφων κειµένου µε κάθε ΓΝΓ που αντιπροσωπεύει µια θεµατική κατηγορία και παράγει 
την τιµή της οµοιότητάς τους. Επειδή αυτές οι συγκρίσεις είναι δεδοµένα ανεξάρτητα το ένα από το άλλο 
και συνεπάγονται ένα βαρύτερο φόρτο εργασίας επεξεργασίας σχεδιάζονται για να αντιστοιχίζονται σε 
διαφορετικούς κόµβους. Το έκτο επίπεδο περιλαµβάνει έναν µετασχηµατισµό παραθύρου που είναι 
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απαραίτητος για να γίνει στο έβδοµο επίπεδο γη συγκέντρωση τις οµοιότητες τιµών και να σχηµατίσει ένα 
διανυσµατικό χώρο διαστάσεων k που αντιπροσωπεύει κάθε κείµενο. Το έκτο επίπεδο περιλαµβάνει ένα 
σύνολο απαραίτητων µετατροπών των δεδοµένων που είναι απαραίτητο ούτως ώστε το έβδοµο επίπεδο να 
µπορεί να οµαδοποιήσει τους βαθµούς οµοιότητας σε ένα k-διαστάσεων διάνυσµα που αναπαριστά κάθε 
κείµενο. Το έβδοµο επίπεδο εκτελεί την κατηγοριοποίηση και βάζει µια ετικέτα σε κάθε κείµενο. Το όγδοο 
επίπεδο δέχεται τα κείµενα µε τις ετικέτες τους από το έβδοµο επίπεδο και κατευθύνει κάθε επισηµασµένο 
κείµενο στην κατάλληλη ροή εξόδου. Τέλος, το όγδοο επίπεδο αποτελείται από k κόµβους (publisher) που 
δηµοσιεύουν τα κείµενα στις αντίστοιχες ροές εξόδου. 

 

Σχήµα 4.6 Ταξινόµηση κειµένων µέσω ΓΝΓ και του Beam pipeline 

4.5.Πειραματική Αξιολόγηση του Μοντέλου Κατηγοριοποίησης 
Κειμένων με ΓΝΓ


Το µοντέλο κατηγοριοποίησης κειµένων µε χρήση ΓΝΓ έχει αξιολογηθεί πειραµατικά µε δύο διαφορετικά 
σύνολα δεδοµένων από όπου φαίνεται η δυνατότητα εφαρµογής του και η αποτελεσµατικότητά του σε µια 
σειρά ροής κειµένων. Η κατηγοριοποίηση σε πραγµατικό χρόνο είναι µια κρίσιµη εφαρµογή που 
περιλαµβάνει δύο βασικούς παράγοντες, την ακρίβεια των προβλέψεων κατηγοριοποίησης και την 
εφαρµοσιµότητα ενός αγωγού Beam για την πρόβλεψη κατηγοριών σε κείµενα κλιµακούµενης ή υψηλής 
ροής. Το µοντέλο ταξινόµησης γράφων Ν-γραµµάτων αναπτύχθηκε µε τη γλώσσα προγραµµατισµού Java 
και τη προγραµµατιστική βιβλιοθήκη Weka που περιλαµβάνει τους ταξινοµητές SVM και Bayes. Ο αγωγός 
Beam αναπτύχθηκε και εκτελέστηκε στον δροµολογητή (runner) Dataflow στo Google Cloud. Η αξιολόγηση 
της κατηγοριοποίησης έγινε µε τη χρήση της µεθόδου αξιολόγησης δέκα διασταυρούµενων αναδιπλώσεων  
(10-fold cross validation) και χρήση µίκρο και µάκρο µετρικών αξιολόγησης  [82]. 
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Το µοντέλο ταξινόµησης που κάνει χρήση των ΓΝΓ εφαρµόστηκε στο σύνολο δεδοµένων 20newsgroup 
(έκδοση matlab/octave) µε κείµενα που χωρίζονται εξίσου σε είκοσι διαφορετικές κατηγορίες. Κάθε µία από 
αυτές τις είκοσι κατηγορίες αντιστοιχεί σε µια οµάδα θεµατικής συζήτησης και όλες περιλαµβάνουν κείµενα 
για ένα συγκεκριµένο θέµα, ενδεικτικά κάποιες κατηγορίες διαπραγµατεύονται θέµατα όπως γραφικά 
υπολογιστών, λειτουργικό σύστηµα υπολογιστών Windows, αυτοκίνητα, µοτοσικλέτες, διαστηµικό χώρο, 
θρησκεία κλπ. Όλες αυτές οι κατηγορίες είναι διακριτές και διαφορετικές και όλα τα κείµενα ανήκουν µόνο 
σε µια κατηγορία, αν και ορισµένες κατηγορίες είναι πολύ στενά συνδεδεµένες µεταξύ τους, π.χ. pc 
hardware to mac hardware και θρησκεία στον αθεϊσµό. Όλο το σύνολο κειµένων χρησιµοποιείται στα 
πειράµατα και στην αξιολόγηση εκτός από λίγα κείµενα που απορρίφθηκαν γιατί περιλαµβάναν λιγότερες 
από δύο λέξεις. 

Το Reuters - 21578 είναι µια συλλογή από άρθρα που συλλέχθηκαν και ταξινοµήθηκαν σε κατηγορίες από  
το προσωπικό του Reuters Ltd. Τα κείµενα είναι άνισα κατανεµηµένα σε θεµατικές κατηγορίες. Στα 
πειράµατά µας χρησιµοποιήσαµε τις δέκα κατηγορίες που περιείχαν τα περισσότερα κείµενα (earn, acq, 
money-fx, grain, crude, trade, interest, ship, wheat και corn) όπως περιγράφονται στα πειράµατα του [83]. οι 
δέκα κατηγορίες είναι εξαιρετικά ανόµοιες όσον αφορά το πλήθος κειµένων που περιλαµβάνει η κάθε µια. 
Ενδεικτικά η µεγαλύτερη κατηγορία περιλαµβάνει 32 φορές περισσότερα κείµενα απ’ ότι η µικρότερη. Το 
χαρακτηριστικό της ανόµοιας κατανοµής κειµένων καθιστά την κατηγοριοποίηση ένα πιο δύσκολο έργο 
επειδή οι περισσότερες από τις µεθόδους ταξινόµησης τείνουν να ταξινοµούν όλα τα κείµενα στις µεγάλες 
κατηγορίες αφήνοντας κενές τις µικρότερες. 

Ο σκοπός των πειραµάτων είναι διπλός. Πρώτον, να πραγµατοποιήσουµε µια έρευνα σε όλες τις 
παραµέτρους που επηρεάζουν την ακρίβεια και την χρονική ανταπόκριση του προτεινόµενου µοντέλου και 
δεύτερον, να πραγµατοποιηθεί µια σύγκριση όσων αφορά την ακρίβεια προβλέψεων µε άλλες διαθέσιµες 
µεθόδους κατηγοριοποίησης κειµένων. Οι εξεταζόµενες παράµετροι είναι ο βαθµός Ν των N-γραµµάτων, η 
ληµµατοποίηση, η αφαίρεση των κοινών λέξεων, η χρήση σταθµισµένων ή µη σταθµισµένων γράφων, οι 
µετρήσεις οµοιότητας γράφων και οι τεχνικές ταξινόµησης διανυσµάτων. 

4.6.Πειραματικά Αποτελέσματα


Tα πειράµατα κατηγοριοποίησης έγιναν στα σύνολα δεδοµένων του Reuters - 21578 και του 20 Newsgroup 
ως ένα Java project στο Eclipse εγκατεστηµένο σε έναν υπολογιστή βασικών προδιαγραφών µε επεξεργαστή 
Pentium 5 2.9GHz, 16GB ram το οποίο έπειτα έτρεξε ως υπηρεσία στο Google Cloud µέσω του 
δροµολογητή Cloud Dataflow. Για τις ανάγκες της αξιολόγησης της κατηγοριοποίησης, διαιρέσαµε το 
πλήθος των κειµένων σε δύο τµήµατα, της εκπαίδευσης και των δοκιµών και διεξήγαµε τα πειράµατα 
σύµφωνα µε την δεκαπλή-αναδίπλωση διασταυρούµενης αξιολόγησης. Από την πλευρά ενός κατανεµηµένου 
µοντέλου που επεξεργάζεται δεδοµένα ροής σε πραγµατικό χρόνο, αναπτύξαµε το µοντέλο 
κατηγοριοποίησης ΓΝΓ ως υπηρεσία στο Dataflow του Google Cloud και εξετάσαµε την εφαρµογή του, την 
χρονική του απόκριση και την αξιοπιστία του µοντέλου. 

Τα αρχεία κειµένου µετατρέπονται από έναν κάδο (bucket) που βρίσκεται στην πλατφόρµα αποθήκευσης 
του Google Cloud σε ροή κειµένου σε πραγµατικό χρόνο µε την υπηρεσία µηνυµάτων Pub / Sub. Κάθε 
ξεχωριστό κείµενο του συνόλου δεδοµένων δηµοσιεύεται σε ένα θέµα που παρακολουθείται από το µοντέλο 
ταξινόµησης κειµένων. Χρησιµοποιώντας την ορολογία του Google Cloud, τα θέµατα (topics) είναι οι πόροι 
(resources) στους οποίους ένας ή περισσότεροι εκδότες (publisher) µπορούν να δηµοσιεύουν µηνύµατα τους 
και αντίστοιχα ένας ή περισσότεροι συνδροµητές µπορούν να τα καταναλώσουν. Το Pub / Sub λειτουργεί ως 
ενδιάµεσο λογισµικό µε χαρακτηριστικό ότι τα µηνύµατα κειµένου είναι ασύγχρονα και οι αποστολείς είναι 
αποσυνδεδεµένοι από τις υπηρεσίες των δεκτών. Με παρόµοιο τρόπο, όταν τα κείµενα εισερχόµενων ροών 
που έχουν επισηµανθεί από τη διαδικασία ταξινόµησης κατευθύνονται στον αντίστοιχο εκδότη θα 
δηµοσιεύονται στην κατάλληλη θεµατική κατηγορία. Το Pub / Sub έχει την δυνατότητα αυτόµατης 
κλιµάκωσης είναι αξιόπιστο και µεταβιβάζει µηνύµατα σε πραγµατικό χρόνο. 
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Οι ακόλουθες παράγραφοι συνοψίζουν τα πειραµατικά αποτελέσµατα του προτεινόµενου µοντέλου 
ταξινόµησης ΓΝΓ από την πλευρά της ακρίβειας πρόβλεψης. Η επόµενη υποενότητα περιέχει µια συζήτηση 
σχετικά µε τα αποτελέσµατα πρόβλεψης, την απόκριση χρόνου, την εφαρµογή και την ανάπτυξη του αγωγού 
Beam στο Google Cloud. Οι όροι που χρησιµοποιούνται στους παρακάτω πίνακες παρατίθενται παρακάτω: 

CS: Οµοιότητα περιεχοµένου για µη σταθµισµένους γράφους 

VS: Οµοιότητα τιµής για σταθµισµένους γράφους 

NVS: Οµοιότητα κανονικοποιηµένης τιµής για σταθµισµένους γράφους 

MCSNS: Μέγιστη οµοιότητα κοινού υπογράφου που βασίζεται στους κοινούς κόµβους 

MCSUES: Μέγιστη οµοιότητα κοινού υπογράφου που βασίζεται στα κοινές µη κατευθυνόµενες ακµές 

MCSDES: Μέγιστη οµοιότητα κοινού υπογράφου που βασίζεται στις κοινές κατευθυνόµενες ακµές 

Stm: Ληµµατοποίηση  των κειµένων µε χρήση του αλγορίθµου Porter [84] 

SWR: Αφαίρεση των κοινών λέξεων (Stop Words) από το σύνολο των κειµένων. 

SWR & Stm: Ένας συνδυασµός αφαίρεσης των κοινών λέξεων και ληµµατοποίησης. 

SVM: Κατηγοριοποίηση µε τον αλγόριθµο Support Vector Machines 

BayPr: Κατηγοριοποίηση µε χρήση της Μπεϋζιανής στατιστικής 

20Newsgroup 

Και οι δύο εκδοχές των γράφων, σταθµισµένες και µη σταθµισµένες, δοκιµάζονται πειραµατικά για πολλές 
τάξεις N-γραµµάτων χρησιµοποιώντας την Μπεϋζιανή κατηγοριοποίηση. Για µη σταθµισµένους γράφoυς 
χρησιµοποιήσαµε της µετρικές, οµοιότητα περιεχοµένου (CS), οµοιότητα µέγιστου κοινού υπογράφου µε 
άθροισµα κοινών κόµβων (MCSNS), µέγιστου κοινού υπογράφου µε βάση το σύνολο µη κατευθυνόµενων 
ακµών (MCSUES), και µέγιστου κοινού υπογράφου µε βάση το σύνολο κατευθυνόµενων ακµών 
(MCSDES). ενώ για σταθµισµένους γράφους χρησιµοποιήθηκαν δύο µετρικές οµοιότητας, η οµοιότητα 
τιµής (VS) και η κανονικοποιηµένη οµοιότητα τιµής (NVS), οι πίνακας 4.1 συνοψίζει τα πειραµατικά 
αποτελέσµατα. 

Από το πρώτο σύνολο πειραµάτων βλέπουµε ότι η µέθοδος κατηγοριοποίησης ΓΝΓ µπορεί να έχει καλύτερα 
αποτελέσµατα από άλλες µεθόδους. Συγκεκριµένα, η ακρίβεια του µοντέλου µε µη σταθµισµένους ΓΝΓ και 
N = 5 είναι 88,16%. H αντίστοιχη πρόβλεψη της µελέτης using Error-Correcting Output Coding and Sub-
class Partitions(Li and Vogel, 2010) είναι ίση µε 81,84%. Επιπλέον, µπορούµε να δούµε ότι οι µη 
σταθµισµένοι γράφοι µε οµοιότητα περιεχοµένου υπερβαίνουν τους σταθµισµένους γράφους και η χρήση 5-
γραµµάτων δίνει τα καλύτερα αποτελέσµατα. 

Πίνακας 4.1 Αξιολόγηση µετρήσεων οµοιότητας γράφων µε το σύνολο δεδοµένων 20Newsgroup

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

Containment Similarity

2Grams 0.8303 0.7711 0.7818 0.7728

3Grams 0.8792 0.8695 0.8688 0.8725
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4Grams 0.8879 0.8768 0.8767 0.8801

5Grams 0.8894 0.8781 0.8786 0.8816

Value Similarity

2Grams 0.2652 0.149 0.1130 0.1413

3Grams 0.4425 0.2497 0.1844 0.2414

4Grams 0.5490 0.2614 0.2263 0.257

5Grams 0.6597 0.3205 0.2935 0.3186

Normalized  Value Similarity

2Grams  0.6492 0.5432 0.5331 0.5465

3Grams  0.6806 0.5381 0.5274 0.54

4Grams  0.6938 0.5971 0.5862 0.5964

5Grams  0.7316 0.6609 0.6516 0.6611

Maximum Common subgraph with Nodes Similarity

2Grams 0.7817 0.7598 0,7705 0.7692

3Grams 0.8046 0.7842 0.7942 0.8081

4Grams 0.8218 0.7939 0.8076 0.8125

5Grams 0.8227 0.8073 0.8149 0.8193

Maximum Common subgraph with Undirected Edges Similarity

2Grams 0.8197 0.8076 0.8136 0.8064

3Grams 0.8356 0.8196 0.8275 0.8289

4Grams 0.8384 0.824 0.8311 0.834

5Grams 0.8419 0.8268 0.8342 0.8378

Maximum Common subgraph with Directed Edges Similarity

2Grams 0.8110 0.7926 0.8016 0.7991

3Grams 0.8129 0.8034 0.8081 0.8103

4Grams 0.8258 0.8127 0.8191 0.8197

5Grams 0.8172 0.8114 0.8142 0.8214
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Σχήµα 4.7 Αξιολόγηση µετρήσεων οµοιότητας γράφων µε τo σύνολο δεδοµένων 20Newsgroup 

Συγκρίναµε τον ταξινοµητή που εφαρµόζει µπεϋζιανή στατιστική µε τον SVM και τον ταξινοµητή που 
εφαρµόζει βαθιά µάθηση, όπως φαίνεται στο Σχήµα 4.8, ο ταξινοµητής µπεϋζιανή  στατιστικής είχε 
καλύτερα αποτελέσµατα πρόβλεψης. Ο λόγος για τον οποίο ο SVM εµφανίζει χαµηλότερη αποτελέσµατα 
είναι ότι χρησιµοποιεί ένα χώρο χαµηλών διαστάσεων. Από την άλλη πλευρά η βαθιά εκµάθηση απαιτεί 
µεγάλη ποσότητα δεδοµένων για να δείξει καλά αποτελέσµατα πρόβλεψης. Σε περίπτωση µόνο χιλιάδων 
παρατηρήσεων, είναι δύσκολο να ξεπεράσει το µπεϋζιανό ταξινοµητή. Περαιτέρω πειραµατικά 
αποτελέσµατα µε το σταθµισµένο ΓΝΓ δεν θα παρουσιαστούν επειδή η ακρίβειά τους είναι πολύ 
χαµηλότερη από τον µη σταθµισµένο ΓΝΓ. Στα ακόλουθα πειράµατα διατηρήσαµε την οµοιότητα 
περιεχοµένου σε συνδυασµό µε τον µπεϋζιανό ταξινοµητή και εξετάσαµε τις τεχνικές προεπεξεργασίας 
χρησιµοποιώντας τον αλγόριθµο Porter και τη διαγραφή των κοινών λέξεων όπως βλέπουµε στον πίνακα 4.2

Σχήµα 4.8 Αξιολόγηση της απόδοσης ταξινοµητών µε τo σύνολο δεδοµένων 20Newsgroup

Η προεπεξεργασία της ληµµατοποίησης έχει µικρή βελτίωση µικρότερη από 0,10% τόσο στα Μικρο όσο και 
στις Μακρό µετρικές, εποµένως δεν πραγµατοποιήσαµε περαιτέρω πειράµατα µε υψηλότερη βαθµίδα Ν. 
Μετά την αφαίρεση των κοινών λέξεων, υπάρχει βελτίωση των µετρικών που υπερβαίνει το 1,20% για N = 
6. Η σταδιακή βελτίωση των αποτελεσµάτων της αξιολόγησης µε τις υψηλότερες τάξεις του N µας κάνει να 
συνεχίσουµε τα πειράµατά µας µε υψηλότερο βαθµό Ν. Στόχος µας είναι να βρούµε την καλύτερη ακρίβεια 
προβλέψεων συναρτήσει του N. 

Το τελευταίο σύνολο πειραµάτων που διεξήγαµε είναι ο συνδυασµός της αφαίρεσης των κοινών λέξεων µε 
την ληµµατοποίηση. Σε αυτήν την περίπτωση µπορούµε να δούµε ακόµα καλύτερα αποτελέσµατα 
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προβλέψεων για όλες τις µετρήσεις. Στο στάδιο προεπεξεργασίας πραγµατοποιήσαµε πρώτα την αφαίρεση 
των κοινών λέξεων και στη συνέχεια τη ληµµατοποίηση. Τα πειράµατα στην περίπτωση όπου πρώτα 
πραγµατοποιήθηκε η ληµµατοποίηση και µετά η αφαίρεση των κοινών λέξεων έχουν ελαφρώς χειρότερα 
αποτελέσµατα αξιολόγησης.

Πίνακας 4.2 Αξιολόγηση τεχνικών προεπεξεργασίας με ομάδα 20Newsgroup

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

Stemmed CS

2Grams 0.8285 0.7686 0.7791 0.7698

3Grams 0.8783 0.8672 0.8665 0.8701

4Grams 0.8870 0.8753 0.8753 0.8788

5Grams 0.8900 0.8790 0.8795 0.8826

Stop Words  Removal CS

2Grams 0.8296 0.7733 0.7828 0.7749

3Grams 0.8774 0.8684 0.8677 0.8715

4Grams 0.8892 0.8808 0.8807 0.8840

5Grams 0.8947 0.8879 0.8879 0.8910

6 Grams 0.8965 0.8911 0.8913 0.8938

7Grams 0.8959 0.8911 0.8914 0.8935

8Grams 0.8928 0.8886 0.8888 0.8905

9Grams 0.8877 0.8836 0.8839 0.8852

10Grams 0.8808 0.8765 0.8770 0.8777

Stop Words  Removal Stemmed CS

2Grams 0.8290 0.7693 0.7792 0.7713

3Grams 0.8791 0.8697 0.8692 0.8727

4Grams 0.8922 0.8843 0.8844 0.8874

5Grams 0.8977 0.8913 0.8916 0.8943

6 Grams 0.9010 0.8961 0.8964 0.8987

7Grams 0.8980 0.8936 0.8940 0.8957

8Grams 0.8940 0.8901 0.8905 0.8920

9Grams 0.8877 0.8838 0.8842 0.8852

10Grams 0.8815 0.8772 0.8779 0.8784
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Figure 4.9 Αξιολόγηση τεχνικών προεπεξεργασίας µε τo σύνολο δεδοµένων 20Newsgroup 

Τα πειραµατικά αποτελέσµατα δείχνουν ότι οι µη σταθµισµένοι γράφοι 6-γραµµάτων όπου οι κοινές λέξεις 
έχουν αφαιρεθεί έχουν τα καλύτερα αποτελέσµατα προβλέψεων µε την Μίκρο Φ-µετρική να φτάνει  89,87% 
ξεπερνώντας ακόµα περισσότερο το ποσοστό του 81,84% της έρευνας των [85]. Η προεπεξεργασία της 
αφαίρεσης των κοινών λέξεων και της ληµµατοποίησης έχει ένα ακόµη σηµαντικό όφελος. Μειώνει την 
είσοδο δεδοµένων, το σύνολο χαρακτήρων των κειµένων κατά ποσοστό 44,5% καθιστώντας τη µέθοδο 
ταξινόµησης να απαιτεί λιγότερους υπολογιστικούς πόρους. 

Reuters-21578 

Τα κείµενα στο σύνολο δεδοµένων του Reuters-21578 είναι µε ανόµοιο πλήθος κατανεµηµένα στις 
κατηγορίες. Αυτό το χαρακτηριστικό δυσχεραίνει την διαδικασία κατηγοριοποίησης δηµιουργώντας την 
τάση τα κείµενα που ανήκουν σε µικρές κατηγορίες να ταξινοµούνται εσφαλµένα στις µεγάλες κατηγορίες. 
Πραγµατοποιήσαµε ξανά πειράµατα µε τις δύο εκδοχές γράφων, σταθµισµένες και µη σταθµισµένες, 
πολλούς βαθµούς N-γραµµάτων και µετρικές οµοιότητας γράφων χρησιµοποιώντας τον µπεϋζιανό 
ταξινοµητή. Όπως µπορούµε να δούµε στον Πίνακα 4.3, ο κανονικοποιηµένος παράγοντας για χαµηλής 
τάξης Ν έχει θετική επίδραση στις Μάκρο µετρικές αξιολόγησης Recall και F-Measure. Τα καλύτερα 
αποτελέσµατα Μίκρο Φ-µέτρων προκύπτουν για µη σταθµισµένους γράφους µε χρήση οµοιότητας 
περιεχοµένου µε N = 5. Το ίδιο σύνολο παραµέτρων ήταν η καλύτερο και στο σύνολο δεδοµένων 
20Newsgroup.

Πίνακας 4.3 Αξιολόγηση μετρήσεων ομοιότητας γράφων με το Reuters-21578
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Containment Similarity 

2Grams 0.822 0.4537 0.5169 0.7361

3Grams 0.8705 0.5650 0.6159 0.8317

4Grams 0.9148 0.6364 0.6866 0.8747

5Grams 0.9185 0.6964 0.7495 0.8966
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Σχήµα 4.10 Αξιολόγηση µετρήσεων οµοιότητας γράφων µε τo σύνολο δεδοµένων Reuters-21578 

Value Similarity

2Grams 0.1628 0.2674 0.1221 0.1572

3Grams 0.2625 0.3337 0.1850 0.3341

4Grams 0.2432 0.3879 0.2153 0.3741

5Grams 0.4048 0.4242 0.2272 0.4028

Normalized  Value Similarity

2Grams 0.7511 0.8435 0.7784 0.8631

3Grams 0.7804 0.8498 0.7880 0.8807

4Grams 0.7673 0.8384 0.7681 0.8796

5Grams 0.7785 0.8388 0.7774 0.8905

Maximum Common Subgraph with Nodes Similarity

2Grams 0.8127 0.5916 0.6847 0.7142

3Grams 0.8261 0.6177 0.7068 0.7357

4Grams 0.8284 0.6314 0.7166 0.7421

5Grams 0.8347 0.6421 0.7258 0.7467

Maximum Common Subgraph with Undirected Edges Similarity

2Grams 0.8103 0.6291 0.7082 0.7216

3Grams 0.8224 0.6473 0.7244 0.7281

4Grams 0.8298 0.6519 0.7301 0.7367

5Grams 0.8341 0.6722 0.7444 0.7438

Maximum Common Subgraph with Directed Edges Similarity

2Grams 0.8116 0.6197 0.7027 0.7198

3Grams 0.8165 0.6247 0.7078 0.7219

4Grams 0.8232 0.6315 0.7147 0.7341

5Grams 0.8276 0.6381 0.7205 0.7376
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Οι Μίκρο µετρικές αξιολόγησης δηλώνουν την ποσότητα κειµένων που έχουν ταξινοµηθεί καλά. Τα κείµενα 
που ανήκουν σε µεγάλες κατηγορίες είναι περισσότερα από τα κείµενα που ανήκουν σε µικρές κατηγορίες, 
οπότε ο κανονικοποιηµένος παράγοντας δεν επηρεάζει αυτό το αποτέλεσµα. Από την άλλη πλευρά, τα 
αποτελέσµατα των µετρήσεων Φ-Μετρικών είναι καλύτερα χρησιµοποιώντας σταθµισµένους γράφους και 
την κανονικοποιηµένη οµοιότητα τιµών. Ο παράγοντας κανονικοποίησης βελτίωσε σηµαντικά τον βαθµό 
όπου τα κείµενα κατηγοριοποιούνται σε µια κλάση (Macro Recall), ενώ είχε ως αποτέλεσµα τη µείωση του 
βαθµού των επιλεγµένων στοιχείων που έχουν σχέση µε µια κατηγορία (Macro Precision). Οι Μάκρο Φ-
µετρικές είναι επίσης καλύτερες χρησιµοποιώντας σταθµισµένους γράφους µε κανονικοποιηµένη οµοιότητα 
τιµών. 

Συγκρίναµε τον µπεϋζιανό ταξινοµητή µε τον SVM και τον ταξινοµητή που χρησιµοποιεί βαθιά εκµάθηση, 
όπως κάναµε στο σύνολο δεδοµένων 20Newsgroup. Ο µπεϋζιανός ταξινοµητής είχε και πάλι τα καλύτερα 
αποτελέσµατα πρόβλεψης για αυτό τον διατηρήσαµε για τα επόµενα πειράµατα που κάναµε όσων αφορά την 
προεπεξεργασία κειµένων.

Σχήµα 4.11 Αξιολόγηση της απόδοσης των ταξινοµητών µε το Reuters-21578 

Οι δύο µέθοδοι προεπεξεργασίας που εφαρµόστηκαν στο µη σταθµισµένο και στο σταθµισµένο µοντέλο 
ΓΝΓ και τα αποτελέσµατα παρουσιάζονται στον Πίνακα 4.4 και τον Πίνακα 4.5 

Η ληµµατοποίηση µείωσε τις µετρήσεις αξιολόγησης τόσο στους σταθµισµένους όσο και στους µη 
σταθµισµένους ΓΝΓ, αλλά η αφαίρεση των κοινών λέξεων είχε αξιοσηµείωτη θετική επίδραση στις Μίκρο 
και Μάκρο  Φ-Μετρικές . Επιπλέον, η κατάργηση των κοινών λέξεων είχε πιο σηµαντική επίδραση στο 
µοντέλο µη σταθµισµένων ΓΝΓ από ότι στο σταθµισµένο. 

Πίνακας 4.4 Αξιολόγηση τεχνικών προεπεξεργασίας µε το Reuters-21578 και µετρική περιεχοµένου 

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

Stemmed Containment Similarity

2Grams 0.7989 0.4423 0.4927 0.7388

3Grams 0.8523 0.5290 0.5691 0.8332

4Grams 0.8826 0.5791 0.6228 0.8666

5Grams 0.8910 0.6284 0.6756 0.8886

Stop Words Removal Containment Similarity

2Grams 0.8250 0.4496 0.5167 0.7234
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Σχήµα 4.12 Αξιολόγηση των τεχνικών προεπεξεργασίας µε το Reuters-21578 και την οµοιότητα 

περιεχοµένου 

Η αφαίρεση των κοινών λέξεων αύξησε τις µετρήσεις αξιολόγησης περισσότερο στους µη σταθµισµένους 
γράφους από ότι στους σταθµισµένους. Το µέγιστο Μίκρο και Μάκρο µέτρο F είναι για N = 9 σε µη 
σταθµισµένους ΓΝΓ. Ακόµα κι αν τα αποτελέσµατα της αξιολόγησης είναι πολύ καλά, αυτό είναι ένα 
µεγάλο N που καθιστά τη µέθοδο πιο απαιτητική σε υπολογιστικούς πόρους. Για να µειώσουµε περαιτέρω 
την ποσότητα δεδοµένων, φιλτράραµε τα δεδοµένα εισόδου χρησιµοποιώντας τον συνδυασµό κοινών 
λέξεων και ληµµατοποίησης όπως κάναµε και στο σύνολο δεδοµένων 20Newsgroup. Τα πειράµατα έδειξαν 
βελτίωση στην ακρίβεια που φτάνει το 0,89% για  την Μάκρο  F µετρική και 1,04% για την Μικρό Φ-
Μετρική.

3Grams 0.8827 0.5904 0.6450 0.8355

4Grams 0.9040 0.6783 0.7317 0.8824

5Grams 0.9174 0.7410 0.7909 0.9067

6 Grams 0.9210 0.7817 0.8252 0.9214

7Grams 0.9184 0.8032 0.8413 0.9261

8Grams 0.9157 0.8156 0.8500 0.9267

9Grams 0.9135 0.8253 0.8563 0.9280

10Grams 0.9120 0.8011 0.8384 0.9271

Stop Words Removal & Stemmed Containment Similarity

2Grams 0.8114 0.4482 0.5157 0.7361

3Grams 0.8756 0.5813 0.6394 0.8391

4Grams 0.9033 0.6753 0.7296 0.8871

5Grams 0.9181 0.7506 0.7992 0.9134

6 Grams 0.9208 0.7967 0.8382 0.9287

7Grams 0.9226 0.8167 0.8531 0.9353

8Grams 0.9197 0.8287 0.8607 0.9380

9Grams 0.9168 0.8365 0.8652 0.9384

10Grams 0.9110 0.8362 0.8625 0.9363
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Πίνακας 4.5 Αξιολόγηση τεχνικών προεπεξεργασίας με το Reuters-21578 και την κανονικοποιημένη 
ομοιότητα αξίας

�
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Macro Precision Macro Recall Macro F-Measure Micro F-Measure

Stemmed Normalized  Value Similarity

2Grams 0.7297 0.8230 0.7526 0.8494

3Grams 0.7506 0.8390 0.7568 0.8635

4Grams 0.7321 0.8244 0.7261 0.8520

5Grams 0.7409 0.8300 0.7391 0.8667

Stop Words Removal Normalized  Value Similarity

2Grams 0.7695 0.8475 0.7919 0.8758

3Grams 0.7945 0.8493 0.8009 0.8910

4Grams 0.7938 0.8530 0.7994 0.8911

5Grams 0.7894 0.8494 0.7965 0.8888

6 Grams 0.8030 0.8481 0.8059 0.8973

7Grams 0.8037 0.8505 0.8094 0.8987

8Grams 0.7994 0.8506 0.8087 0.8987

9Grams 0.7882 0.8489 0.8024 0.8966

10Grams 0.7874 0.8478 0.8024 0.8972

Stop Words Removal & Stemmed Normalized  Value Similarity

2Grams 0.7597 0.8411 0.7813 0.8693

3Grams 0.7929 0.8514 0.8002 0.8920

4Grams 0.7929 0.8561 0.8032 0.8975

5Grams 0.7950 0.8578 0.8079 0.9015

6 Grams 0.8001 0.8560 0.8128 0.9050

7Grams 0.8162 0.8162 0.8162 0.9066

8Grams 0.7987 0.8638 0.8189 0.9069

9Grams 0.7968 0.8654 0.8191 0.9060

10Grams 0.7927 0.8615 0.8142 0.9028
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Σχήµα 4.13 Αξιολόγηση τεχνικών προεπεξεργασίας µε την οµοιότητα του Reuters-21578 και  την οµοιότητα 
αξίας 

4.7.Συζήτηση στα Πειραματικά Αποτελέσματα


Τα πειραµατικά αποτελέσµατα επιβεβαιώνουν ότι το µοντέλο ταξινόµησης µε ΓΝΓ µπορεί να παράγει 
ακριβείς προβλέψεις ταξινόµησης µε χαµηλές υπολογιστικές απαιτήσεις. Μη σταθµισµένοι γράφοι µε 
οµοιότητα περιεχοµένου βαθµού N-γραµµάτων ίσος µε 6 έχει τα καλύτερα Μάκρο αποτελέσµατα και στα 
δύο σύνολα δεδοµένων. Η τάξη N = 6 έχει τα καλύτερα αποτελέσµατα αξιολόγησης και στις µετρήσεις για 
το σύνολο δεδοµένων 20Newsgroup που είναι ισόποσα κατανεµηµένο στις θεµατικές κατηγορίες. Στην 
περίπτωση του ανόµοια κατανεµηµένου  συνόλου δεδοµένων Reuters µε οµοιότητα περιεχοµένου σε µη 
ζυγισµένους γράφους, η τάξη Ν στα Ν-γράµµατα ίση µε 9 µετριάζει το φαινόµενο τα κείµενα που ανήκουν 
στις µικρές κατηγορίες να τείνουν να κατηγοριοποιούνται στις µεγάλες κατηγορίες. 

Η χρήση µη σταθµισµένων γράφων N-γραµµάτων λειτουργεί καλύτερα από τη χρήση σταθµισµένων 
γράφων N-γραµµάτων σε όλες τις περιπτώσεις όπου τα κείµενα είναι µε όµοιο τρόπο κατανεµηµένα στις 
θεµατικές κατηγορίες. Εκτενής έρευνα έχει γίνει για να δικαιολογήσει τους λόγους αυτών των 
συµπερασµάτων. Ένας γράφος κειµένου αποτελείται από ακµές που αντικατοπτρίζουν την έννοια του 
κειµένου αλλά και του θορύβου που µπορεί να υπάρχει σε οποιοδήποτε τυχαίο κείµενο όπως αναφέρεται 
στην ενότητα που διαπραγµατευθήκαµε την προεπεξεργασία των κειµένων. Οι ακµές που συµβάλουν στην 
κατηγοριοποίηση των κειµένων έχουν µικρότερα βάρη από τις ακµές που αποτελούν θόρυβο, επειδή οι 
ακµές θορύβου επαναλαµβάνονται συχνότερα. 

Επιπλέον, η απλή οµοιότητα αξίας αποτυγχάνει εντελώς να συγκρίνει επαρκώς δύο γράφους επειδή δεν 
λαµβάνει υπόψη το µέγεθος των γράφων. Η κανονικοποίηση της οµοιότητας γράφων βελτίωσε το ποσοστό 
ορθής πρόβλεψης αλλά δεν ξεπέρασε την οµοιότητα περιεχοµένου των µη σταθµισµένων γράφων. 

Η χρήση σταθµισµένων γράφων δεν δείχνει τόσο καλά αποτελέσµατα σε σχέση µε τους µη σταθµισµένους 
γράφους. Ωστόσο, µπορούν να ανιχνευθούν οι παράγοντες που συµβάλλουν στη µη ορθή προβλεψιµότητα. 
Αυτό σηµαίνει ότι µε τη χρήση κριτηρίων επιλογής χαρακτηριστικών, οι ακµές που συστηµατικά µειώνουν 
την ακρίβεια της µεθόδου µπορούν να παραλειφθούν. 

Στην περίπτωση των άνισα κατανεµηµένων κειµένων µπορούµε να δούµε ότι οι σταθµισµένοι γράφοι µε την 
κανονικοποιηµένη οµοιότητα τιµών µπορούν να συνεισφέρουν σε καλύτερες προβλέψεις, ειδικά στη Μάκρο 
µετρική Recall και χρησιµοποιώντας κανονικοποίηση στις µετρικές µπορεί να συµβάλει στη σωστή 
κατηγοριοποίηση κειµένων που ανήκουν σε µικρές κατηγορίες. 

Η χρήση ενός συνδυασµού παράληψης των κοινών λέξεων µε ληµµατοποίηση στο στάδιο της  
προεπεξεργασίας µπορεί να αποδώσει ακόµα καλύτερα αποτελέσµατα προβλέψεων. Επιπλέον, ο όγκος των 
δεδοµένων µειώνεται σηµαντικά και µειώνει τις αντίστοιχες απαιτήσεις σε υπολογιστικούς πόρους. 

Η ταξινόµηση µε τη χρήση µη σταθµισµένων γράφων 6-γραµµάτων µε αφαίρεση των κοινών λέξεων και 
ληµµατοποίηση έχει ως αποτέλεσµα η Μάκρο Φ-Μετρική να φτάνει το 0.8964 και η Μικρό Φ-Μετρική το 
0.8987 στο σύνολο δεδοµένων του 20NewsGroup. Αυτά τα αποτελέσµατα είναι καλύτερα από τα 
αποτελέσµατα άλλων ερευνών της βιβλιογραφίας όπως Χρησιµοποιώντας το SVM [86] όπου το Μίκρο Φ-
Μέτρο είναι 0.808. Ο hybrid discriminative RBM [87] όπου έχει Μίκρο Φ-Μέτρο 0.762, ο ECIC Naive 
Bayes [85] µε 0.818 και ο regularized least squares classifier [88] µε 0.8486.
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Εικόνα 4.14 Σύγκριση µεθόδων ταξινόµησης κειµένων 

Το σύνολο δεδοµένων του Reuters έχει χρησιµοποιηθεί µε πολλούς τρόπους στην διεθνή επιστηµονική 
βιβλιογραφία. Μια από τις καλύτερες πειραµατικές έρευνες που χρησιµοποιεί τις ίδιες πρώτες δέκα 
κατηγορίες είναι η κατηγοριοποίηση κειµένου µε SVM [83], όπου το Μίκρο Φ-Μέτρο είναι 0,864. 
Χρησιµοποιώντας το µοντέλο ΓΝΓ, το Μίκρο Φ-µέτρο έφθασε στο 0,9384 το οποίο είναι µια µεγάλη 
βελτίωση. 

Το Google Cloud µπορεί να µας απελευθερώσει από τον φόρτο διαχείρισης των υπολογιστικών υποδοµών, 
την διαθεσιµότητα και την επεκτασιµότητα µιας υπηρεσίας. Συγκεκριµένα για διαδικασίες που µπορούν να 
χωριστούν σε µια σειρά από ανεξάρτητες υπο-εργασίες, παρέχει το προγραµµατιστικό µοντέλο Beam που µε 
τη µορφή ενός αγωγού τα δεδοµένα επεξεργάζονται σε µια ακολουθία σταδίων. Η αυτόµατη 
κατηγοριοποίηση ροών κειµένου υψηλής συχνότητας πραγµατοποιείται σε πραγµατικό χρόνο χωρίς να 
χρειάζονται να απαιτείται κατά την εκτέλεση κάποια ενέργεια όσων αφορά τους πόρους υλικού που πρέπει 
να διατεθούν. Μετρήσαµε την απόκριση χρόνου του µοντέλου που το τροφοδοτούσε από 1 κείµενο ανά 
δευτερόλεπτο έως και 10.000 κείµενα ανά δευτερόλεπτο και σε κάθε περίπτωση τα αρχεία καταγραφών (Log 
Files) είχαν καταγράψει ένα σταθερό χρόνο επεξεργασίας κοντά στα 24 msec για κάθε κείµενο στη ροή.

4.8.Συμπεράσματα 

Σε αυτή την έρευνα ακολουθούµε µια διαφορετική πορεία για την κατηγοριοποίηση κειµένων από αυτές που 
υπάρχουν στην βιβλιογραφία. Οι γράφοι N-γραµµάτων είναι ένα µοντέλο αναπαράστασης που έχει 
χρησιµοποιηθεί σε άλλες τεχνικές µηχανικής µάθησης και ήταν µια πρόκληση να εφαρµοστεί για την ροή 
κειµένων που παράγονται µε υψηλή ταχύτητα και ταξινοµούνται σε πραγµατικό χρόνο. Το µοντέλο 
κατηγοριοποίησης ΓΝΓ έχει την εγγενή ιδιότητα να µπορεί να εκτελεστεί σε µια σειρά ξεχωριστών 
εργασιών. Σχεδιάστηκε µε το µοντέλο προγραµµατισµού Beam και αναπτύχθηκε στο Google Cloud που 
διανέµεται µεταξύ πολλών εξυπηρετητών για να παρέχει υψηλή επεκτασιµότητα, ανθεκτικότητα, ανοχή σε 
σφάλµατα και απόκριση σε πραγµατικό χρόνο. 

Πολλές παραλλαγές της µεθόδου κατηγοριοποίησης ΓΝΓ προτείνονται, υλοποιούνται και δοκιµάζονται 
πειραµατικά για να καταλήξουµε σε µια βέλτιστη ρύθµιση. Οι σταθµισµένοι γράφοι, οι µη σταθµισµένα 
γράφοι, οι µέθοδοι κατηγοριοποίησης και οι πολλές µετρήσεις οµοιότητας γράφων χρησιµοποιούνται σε 
συνδυασµό µε τεχνικές προεπεξεργασίας κειµένων. Το προτεινόµενο µοντέλο έχει χαρακτηριστικά που 
εκµεταλλεύονται τα προτερήµατα των αναπαραστάσεων ΓΝΓ και µπορούν να δώσουν λύση σε δύσκολα 
θέµατα ταξινόµησης κειµένων, όπως η ακολουθία λέξεων, και τα ορθογραφικά λάθη. Τα πειράµατα 
διεξήχθησαν µε τη αξιολόγησης δέκα διασταυρούµενων αναδιπλώσεων χρησιµοποιώντας τα σύνολα 
δεδοµένων 20-Newsgroup και Reuters και προσεκτικά συγκρίθηκαν µε άλλες µεθόδους που αναφέρονται 
στην διεθνή επιστηµονική βιβλιογραφία που ακολουθούν παρόµοιες µετρήσεις αξιολόγησης και χρήσης των 
συνόλων δεδοµένων. 
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 Το µέγεθος του πλαισίου που χρησιµοποιήθηκε κατά τη διάρκεια των δοκιµών αξιολόγησης ήταν ίσο µε το 
µέγεθος του βαθµού N αλλά αυτό δεν αποτελεί περιορισµό. Οι τεχνικές επιλογής χαρακτηριστικών µπορούν 
να χρησιµοποιηθούν για να εκτιµηθεί η σηµασία των ακµών σύµφωνα µε το γεγονός ότι µερικές ακµές 
συµβάλλουν περισσότερο στη σωστή ταξινόµηση από άλλες. Επιπλέον, το κριτήριο οµοιότητας θα πρέπει να 
επιλέγεται λαµβάνοντας υπόψη τη σηµασία κατηγοριοποίησης των ακµών και οι ακµές θορύβου θα πρέπει 
να φιλτραριστούν από τους γράφους. Το µοντέλο αναπαράστασης ΓΝΓ µε µετρήσεις οµοιότητας µπορεί να 
προσαρµοστεί και να συνδυαστεί µε διάφορους αλγορίθµους ταξινόµησης προκειµένου να επιτευχθούν 
καλύτερα αποτελέσµατα αξιολόγησης και να επιλυθούν πιο πολύπλοκα προβλήµατα όπως η ιεραρχική 
ταξινόµηση πολλαπλών ετικετών. 
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5. Το Μοντέλο Συσταδοποίησης Κειμένων με Γράφους 3-
γραμμάτων

Σε αυτή την ενότητα παρουσιάζουµε µια καινοτόµο µέθοδο συσταδοποίησης κειµένων χρησιµοποιώντας το 
µοντέλο αναπαράστασης γράφων 3-γραµµάτων και αναγάγουµε το πρόβληµα της οµαδοποίησης εγγράφων 
στο πρόβληµα του διαµερισµού γράφων. Για τον διαµερισµό των γράφων χρησιµοποιούµε τον αλγόριθµο k-
µέσων (kernel k-means). Αξιολογούµε την προτεινόµενη µέθοδο χρησιµοποιώντας την συλλογή δεδοµένων 
του Reuters-21578 και συγκρίνουµε την ακρίβεια προβλέψεων µε αυτή που επιτυγχάνουµε µε τον 
Αλγόριθµο Latent Dirichlet Allocation (LDA). Τα αποτελέσµατα είναι ενθαρρυντικά φανερώνοντας ότι η 
µέθοδος γράφων 3-γραµµάτων παρουσιάζει πολύ καλά αποτελέσµατα ανάκλησης και Φ-µέτρου αλλά 
ελαφρώς χειρότερη ακρίβεια. 

5.1.Εισαγωγή στην Συσταδοποίηση Κειμένων με Γράφους 3-
γραμμάτων

Ο όγκος κειµένων που είναι διαθέσιµοι στο διαδίκτυο καθιστά αναγκαία την ανάπτυξη µηχανισµών που 
διεξάγουν µια αυτόµατη θεµατική κατηγοριοποίηση. Οι εφαρµογές που µπορούν να την εφαρµόσουν είναι 
πολυάριθµες, ωστόσο το ίδιο το έργο της αυτόµατης συσταδοποίησης είναι εξαιρετικά δύσκολο λόγω της 
ανάγκης να χρησιµοποιηθεί περιεχόµενο για την εξαγωγή - γνωστών έως τώρα κατηγοριών που συχνά 
καθορίζονται µε βάση τα συµφραζόµενα. Αυτή η εργασία είναι σε µεγάλο βαθµό γνωστή ως "οµαδοποίηση 
κειµένων" και υπάρχουν αρκετές προσεγγίσεις για την αντιµετώπισή της. Σε αυτή την έρευνα, εστιάζουµε σε 
µια νέα προσέγγιση που αποφέρει ενθαρρυντικά αποτελέσµατα και βασίζεται στον συνδυασµό ενός 
µοντέλου αναπαράστασης κειµένων και ενός αλγόριθµου οµαδοποίησης. 

Το προτεινόµενο µοντέλο αναπαράστασης κειµένων είναι µια µέθοδος που χρησιµοποιείται στην Φυσική 
Επεξεργασία Γλώσσας (Natural Language Processing NLP) που ονοµάζεται γράφοι N-γραµµάτων που 
εισήχθη αρχικά  στην έρευνα [44]. Ένα γράφηµα N-γραµµάτων µοντελοποιεί τη συχνότητα που δύο Ν-
γράµµατα (διαδοχικές ακολουθίες χαρακτήρων) εµφανίζονται σε γειτονικές θέσεις σε ένα κείµενο. Τα Ν-
γράµµατα υποδηλώνονται ως κόµβοι, ενώ η γειτνίαση υποδηλώνεται µε ακµές, το βάρος των ακµών 
αντιστοιχεί στη συχνότητα που συναντάµε τις αντίστοιχες ακολουθίες γραµµάτων στα αρχικά κείµενα. Ο 
µετασχηµατισµός ενός κειµένου σε γράφο είναι σε θέση να αποδώσει τις µορφές χρήσης της γλώσσας, οι 
οποίες συχνά περιλαµβάνουν πολύτιµες πληροφορίες συµφραζοµένων. Ταυτόχρονα, η χρήση N-γραµµάτων 
αντί λέξεων ως βασικά στοιχεία του µοντέλου, επιτρέπει µια καλύτερη ανθεκτικότητα στα γραµµατικά και 
συντακτικά λάθη, στους νεολογισµούς, στις συντοµογραφίες, στην ταυτόχρονη χρήση περισσότερων από 
µια γλώσσας και σε άλλα παρόµοια φαινόµενα τα οποία συνηθίζονται σε κείµενα στον παγκόσµιο ιστό. 

Ο προσδιορισµός των κοινών στοιχείων στα έγγραφα µπορεί τώρα να µετατοπιστεί από την σύγκριση του 
περιεχοµένου των κείµενων στην σύγκριση γράφων µε έναν τρόπο που αναδεικνύονται τα χαρακτηριστικά 
των κειµένων µέσω της αναπαράστασης µε γράφους. Έτσι, το πρόβληµα της οµαδοποίησης κειµένων 
αναγάγετε στο πρόβληµα του διαµερισµού γράφων. Για το σκοπό αυτό χρησιµοποιούµε τον αλγόριθµο k-
µέσων [89], ο οποίος διαµερίζει τον γράφο ενός  κειµένου ή ενός συνόλου κειµένων σε k υπογράφους µε 
στόχο να µεγιστοποιήσει το άθροισµα των ακµών βάρους µέσα στις συστάδες και να ελαχιστοποιήσει το 
άθροισµα των ακµών βάρους µεταξύ διαφορετικών συστάδων. Συγκρίνοντας το µοντέλο γράφων κάθε 
µεµονωµένου κειµένου µε τους k-υπογράφους και υπολογίζοντας µια µετρική οµοιότητας, µπορούµε να 
κατηγοριοποιήσουµε τα κείµενα στην οµάδα που παρουσιάζεται η πιο υψηλή οµοιότητα. 

Για να υποστηρίξουµε περαιτέρω τον ισχυρισµό ότι ο συνδυασµός γράφων N-γραµµάτων και των k-µέσων 
επιτυγχάνει µια αποτελεσµατική συσταδοποίηση και συγκριτικά καλύτερα αποτελέσµατα από τις τρέχουσες 
τεχνικές συσταδοποίησης κειµένων, εκτελούµε ένα σύνολο πειραµάτων µε το σύνολο δεδοµένων του 
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Reuters-21578, και παρουσιάζουµε τον τρόπο µε τον οποίο ο προτεινόµενος µηχανισµός ξεπερνάει άλλες 
παρόµοιες επιστηµονικές προσεγγίσεις. 

Στη συνέχεια, το έγγραφο είναι δοµηµένο ως εξής: Οι τεχνολογίες πάνω στις οποίες στηρίχθηκε αυτή η 
έρευνα παρουσιάζονται στο Τµήµα 5.2. Στην Ενότητα 5.3 παρέχονται λεπτοµέρειες για το µοντέλο 
αναπαράστασης και τον αλγόριθµο οµαδοποίησης. Η ενότητα 5.4 παρουσιάζει τα πειραµατικά 
αποτελέσµατα και τη σύγκριση µε άλλες µεθόδους οµαδοποίησης εγγράφων. Τέλος, στο τµήµα 5.5, 
παραθέτουµε τα κύρια συµπεράσµατα σχετικά µε αυτή την έρευνα.

5.2. Διαμερισμός Γράφων και Συσταδοποίηση Κειμένων

Η µέθοδος µας βασίζεται στη χρήση γράφων N-γραµµάτων τα οποία µπορούν να αντιπροσωπεύουν 
οποιοδήποτε είδος κειµένου ως γράφο [90]. Διαφορετικές εκδοχές στις παραµέτρους που συνιστούν τους 
γράφους έχουν ως αποτέλεσµα διαφορετικά µοντέλα απεικόνισης γράφων. Μια διαφοροποίηση προκύπτει 
από τη χρήση µη σταθµισµένων γράφων στους οποία οι ακµές απεικονίζουν την γειτνίαση µεταξύ δύο N-
γραµµάτων όπως εµφανίζεται στα κείµενα. Άλλες παραλλαγές µπορεί να υπάρχουν µε τη χρήση 
κατευθυνόµενων γράφων, αν και - σε αυτή την έρευνα χρησιµοποιούµε µη-κατευθυνόµενους γράφους. 
Διαφορετικές παραλλαγές δηµιουργούνται εάν ληφθεί υπόψη η παραγωγή Ν-γραµµάτων, χρησιµοποιώντας 
διαφορετικά παράθυρα ολίσθησης. Δεδοµένου ότι ενδιαφερόµαστε για όλους τους πιθανούς συνδυασµούς 
N-γραµµάτων σε ένα κείµενο, ακολουθούµε την προσέγγιση, για κάθε κόµβο να δηµιουργούµε Ν ακµές που 
τον ενώνουν µε τους Ν κόµβους που ακολουθούν. Για παράδειγµα, εάν χρησιµοποιούµε γράφους µε 3-
γράµµατα για κάθε κόµβο, δηµιουργούµε τρεις ακµές που ενώνουν τον τρέχοντα κόµβο µε τους επόµενους 
τρεις κόµβους. Επαναλαµβάνουµε αυτή τη διαδικασία από τους πρώτους χαρακτήρες κειµένου έως το τέλος. 

Αφού έχουµε κατασκευάσει τους ξεχωριστούς ΓΝΓ για κάθε κείµενο και έναν κύριο γράφο για όλα τα 
κείµενα, χρησιµοποιούµε έναν αλγόριθµο διαµέρισης γράφων για τον προσδιορισµό των γράφων που 
αντιπροσωπεύουν τις συστάδες. Συνήθως τα προβλήµατα διαχωρισµού γράφων είναι NP-δύσκολα. Γι 'αυτό 
χρησιµοποιούµε ευριστικούς αλγορίθµους. Είναι σηµαντικό να δηλώνουµε ότι παρόλο που υπάρχουν πολλές 
επιλογές για ευριστικούς αλγορίθµους, όλοι δεν λύνουν αποτελεσµατικά το πρόβληµα. 

Ένας πολύ γνωστός αλγόριθµος διαµερισµού γράφων είναι ο αλγόριθµος Kernighan-Lin [56] ο οποίος 
ανταλλάσσει κόµβους µεταξύ των διαµερισµάτων χρησιµοποιώντας µια µετρική εσωτερικού και εξωτερικού 
κόστους. Οι Newman και Girman [53] υποδεικνύουν τη χρήση της betweeness µετρικής για την κατασκευή 
των διαµερισµάτων. Αυτός ο αλγόριθµος έχει ικανοποιητική απόδοση για σχετικά περιορισµένο αριθµό 
κόµβων, λιγότερων από 10000. 

Ο αλγόριθµος K-µέσων (K-Means) [21] είναι ένας δηµοφιλής αλγόριθµος που χωρίζει τις παρατηρήσεις σε k 
συστάδες. Σε αυτή τη µέθοδο, κάθε παρατήρηση ανήκει στη συστάδα µε τον πλησιέστερο κέντρο. Οι 
παρατηρήσεις είναι διανύσµατα d-διαστάσεων. Ο αλγόριθµος K-Μέσων έχει έναν περιορισµό: δεν µπορεί να 
χωρίσει αποτελεσµατικά µη γραµµικές παρατηρήσεις. Συνεπώς, σε πολλές περιπτώσεις δεν είναι ο 
κατάλληλος για πραγµατικά προβλήµατα. 

Μια επέκταση του αλγορίθµου K-Μέσων, ο οποίος αντιµετωπίζει αποτελεσµατικά τον προηγούµενο 
περιορισµό γίνεται µε την σταθµισµένη συσταδοποίηση που κάνει χρήση µιας απεικόνισης σε έναν 
διαφορετικό διανυσµατικό χώρο (Kernel K-Means). Το πρόβληµα της συσταδοποίησης δεδοµένων είναι 
µαθηµατικά ισοδύναµο µε το πρόβληµα διαχωρισµού γράφων [89]. Αρκετοί αλγόριθµοι για τον διαχωρισµό 
γράφων που χρησιµοποιούν µιαν αλλαγή στο διανυσµατικό χώρο έχουν προταθεί. Επιλέγουµε να 
χρησιµοποιήσουµε έναν αλγόριθµο που κάνει χρήση της αλλαγής διανυσµατικού χώρου ως την 
καταλληλότερη λύση για την κλίµακα και τις απαιτήσεις του προβλήµατος που εξετάζουµε. 

Για να εκτιµηθεί η οµοιότητα µεταξύ δύο γράφων N-γραµµάτων χρησιµοποιήσαµε το κριτήριο της 
οµοιότητας περιεχοµένου [45] το οποίο εκφράζει την αναλογία των κοινών ακµών µεταξύ των γράφων που 
συγκρίνονται. Επιλέξαµε αυτή τη µετρική επειδή στο στάδιο της σύγκρισης γράφων χρησιµοποιούνται µη 
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σταθµισµένοι γράφοι και περιλαµβάνει λιγότερους υπολογισµούς από τις άλλες µετρικές. Ο αριθµός των 
συγκρίσεων είναι µεγάλος στις προτεινόµενες µεθόδους και θέτουν ζήτηµα αποδοτικότητας. 

Πολλές προσεγγίσεις έχουν προταθεί από τοµείς όπως η Ανάκτηση Πληροφοριών και η Εξόρυξη Δεδοµένων 
για την αυτόµατη κατηγοριοποίηση κειµένων, µε τις πιο γνωστές και αποδοτικές να είναι η PLSA [24] και η 
LDA [28]. Η PLSA βασίζεται στην συνύπαρξη λέξεων στο ίδιο έγγραφο και µε τη χρήση στατιστικών 
τεχνικών δηµιουργούν ορισµένες λανθάνουσες (latent) µεταβλητές που αντιπροσωπεύουν τις 
παρατηρούµενες λέξεις. Η LDA είναι µια πιο ακριβής µέθοδος από την PLSA. Η LDA χρησιµοποιεί τη 
κατανοµή Dirichlet και παράγει την πιθανότητα κάθε κείµενο να ανήκει σε κάθε θεµατική κατηγορία. Στο 
τέλος της αξιολόγησής µας χρησιµοποιήσαµε επίσης τη µέθοδο οµαδοποίησης LDA µε το ίδιο σύνολο 
δεδοµένων για να συγκρίνουµε τα αποτελέσµατα της προτεινόµενης µεθόδους. 

Υπάρχουν συγκεκριµένες µετρήσεις αξιολόγησης της συσταδοποίησης [14], όπως οι Precision BCubed, 
Recall BCubed και F-µετρική που χρησιµοποιούνται για την εκτίµηση της ποιότητας των αλγορίθµων 
οµαδοποίησης κειµένου. Αυτές οι µέθοδοι καθιστούν δυνατή την σύγκριση µεταξύ διαφορετικών µεθόδων 
και αναδεικνύουν τα χαρακτηριστικά τους. 

5.3.Προτεινόμενο Μοντέλο


5.3.1.Μοντέλο αναπαράστασης  κειμένων

Ένα Ν-γραµµα είναι µια συνεχής ακολουθία Ν στοιχείων όπως βρίσκονται σε ένα κείµενο. Τα στοιχεία 
µπορούν να είναι φωνήµατα, συλλαβές, γράµµατα ή λέξεις και κάθε φορά επιλέγονται µε βάση την 
εφαρµογή. Ένα Ν-γραµµα µεγέθους 1 αναφέρεται ως µονόγραµµα (unigram), µεγέθους 2 δίγραµµα 
(bigram), µεγέθους 3  τρίγραµµα (threegram) κ.ο.κ. Σε αυτό το µοντέλο χρησιµοποιήσαµε τις ακολουθίες 
τριών γραµµάτων που µπορούν να εξαχθούν από οποιοδήποτε σύνολο κειµένων που θέλουµε να 
συσταδοποιήσουµε. Χρησιµοποιούµε τα τριγράµµατα ως τα βασικά συστατικά του µοντέλου για να 
φτιάξουµε τους γράφους τριγραµµάτων. 

Ένας γράφος Ν-γραµµάτων G = { B } έχει Ν-γράµµατα ως κόµβους B  ∈ B  και ακµέςB  ∈ B   που 
συνδέουν τα αντίστοιχα Ν-γράµµατα και  δηλώνουν την γειτνίαση τους όπως υπάρχει στα αντίστοιχα 
κείµενα. Η συχνότητα που συνδέονται τα Ν-γράµµατα µέσω µια ακµής και βρίσκονται κοντά στο αρχικό 
κείµενο υποδηλώνεται από µια τιµή που είναι το βάρος των ακµών. Ο επίσηµος ορισµός είναι ο ακόλουθος. 

Ορισµός 5.1. Αν S = {B ,B , . . . }, B , για k B  l , k, l ∈ B  είναι το σύνολο των διακριτών Ν-γραµµάτων 
που εξάγονται από ένα κείµενο B  , και B  είναι το ιοστό  Ν-γραµµα, τότε ο G είναι ένας γράφος όπου 
υπάρχει µια αµφιµονοσήµαντη σχέση f: S → V. 

Μετά τον σχηµατισµό των κόµβων Ν-γράµµατων, σχηµατίζονται οι ακµές σύµφωνα µε ένα κριτήριο 
γειτνίασης. Κάθε κόµβος N-γράµµατος συνδέεται µε τους ακόλουθους κόµβους Ν-γραµµάτων σύµφωνα µε 
ένα παράθυρο B . 

Στις ακµές Ε αποδίδονται βάρη B  που υποδηλώνουν την συχνότητα που ένα ζεύγος B , B  Ν-γραµµάτων 
είναι γειτονικά σε κάποια απόσταση B  (η γειτονικότητα υπολογίζεται µε βάση έναν αριθµό 
χαρακτήρων). Δεδοµένου ότι πιθανώς δεν έχουν σηµασία αποστάσεις µεγαλύτερες από έναν συγκεκριµένο 
µέγεθος, λαµβάνουµε υπόψη ένα παράθυρο γύρω από το B  στο αρχικό κείµενο και καθορίζουµε ποια B  
θεωρούνται γειτονικά. Οι κορυφές B , B  που αντιστοιχούν στα Ν-γράµµατα B , B  που βρίσκονται µέσα στην 
απόσταση B  συνδέονται την αντίστοιχη ακµή  e ≡ { B  , B }. 

Στην έρευνα µας µε την µέθοδο αναπαράστασης ΓΝΓ, χρησιµοποιήσαµε ως µήκος Ν των Ν-γραµµάτων και 
µήκος παραθύρου B   ίσο µε 3.

V G, EG vG V G  eG EG

S1  S2 Sk ≠ Sl ≠ ℕ
Tl Sl

 Dwin

ci, j Si Sj

 Dwin

Si Sj

vi vj Si Sj

 Dwin vi vj

 Dwin
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5.3.2.Αλγόριθμος διαμέρισης

Η διαδικασία της διαµέρισης ξεκινά µε την µετατροπή ενός συνόλου κειµένων στους αντίστοιχους γράφους 
3-γραµµάτων. Στη συνέχεια δηµιουργείται ένα νέος γράφος µε τη συγχώνευση του αρχικού συνόλου των 
γράφων των επιµέρους κειµένων. Π.χ. για ένα σύνολο 100 εγγράφων, θα δηµιουργηθούν σύνολο 101 ΓΝΓ: 
Οι 100 ΓΝΓ θα αντιστοιχούν σε κάθε ένα από τα κείµενα και ένας ακόµη γράφος που αντιστοιχεί στο 
άθροισµα των προηγούµενων εκατό γράφων κειµένων. 

Κάθε κόµβος αντιπροσωπεύει ένα 3-γραµµα όπως βρίσκεται στο αρχικό κείµενο και κάθε κατευθυνόµενη 
ακµή αντιπροσωπεύει την διάταξη µεταξύ των κόµβων και την γειτονικότητα  τους σε ένα πλαίσιο τριών 
χαρακτήρων. Σε αυτό το στάδιο της µεθόδου ο γράφος κάθε εγγράφου είναι κατευθυνόµενος και µη 
σταθµισµένος. Δηλαδή, δεν έχει σηµασία πόσες φορές δύο 3-γράµµατα βρίσκονται κοντά σε ένα κείµενο. Ο 
λόγος αυτής της επιλογής είναι ότι όλα τα κείµενα συµβάλλουν εξίσου στην διαδικασία της συσταδοποίησης 
ανεξάρτητα από το µέγεθος τους. Αν χρησιµοποιούσαµε σταθµισµένους γράφους το αποτέλεσµα θα 
επηρεαζόταν από το µήκος του κειµένου (όπου τα µεγαλύτερα κείµενα πιθανότατα θα έχουν µεγαλύτερα 
βάρη) και θα οδηγούµασταν σε µια άνιση επιρροή κάθε κειµένου που εξαρτάται από το µέγεθος του. 

Από την άλλη πλευρά, ο γράφος 3-γραµµάτων που συνδυάζει όλα τα κείµενα είναι  σταθµισµένος, επειδή θα 
χρειαστούν τα βάρη των ακµών για να τον διαµερισµό του όπως εξηγείται στις επόµενες παραγράφους. 

Έχοντας ένα γράφηµα 3-γραµµάτων που αντιπροσωπεύει το σύνολο όλων των κειµένων, ο αλγόριθµος k-
µέσων το χωρίζει σε k διαµερίσµατα. Κάθε διαµέρισµα έχει ορισµένους κύριους κόµβους, καθώς και όλες 
τις κατευθυνόµενες γειτονικές ακµές των κύριων κόµβων και τους τελικούς κόµβους αυτών των ακµών. Εάν 
ένα διαµέρισµα έχει τους κύριους κόµβους {A, B, C} θα περιλαµβάνει επίσης όλες τις ακµές που έχουν ως 
κόµβο έναν από τους κόµβους Α, Β και C οπότε θα περιλαµβάνονται και οι ακµές {(A,B), (A,D), (A,E), 
(A,C)} καθώς και οι κόµβοι D και E. 

Στόχος µας είναι να συσταδοποιήσουµε µεγάλους όγκους κειµένων µε βάση τα θέµατά τους. Ένας 
αλγόριθµος διαµέρισης γράφων χρησιµοποιείται ως συστατικό της µεθόδου που προτείνουµε. 
Χρησιµοποιούµε τον αλγόριθµο διαµέρισης γράφων για να κατασκευάσουµε το γράφηµα N-γραµµάτων το 
οποίο αντιστοιχεί και αντιπροσωπεύει κάθε συστάδα. Αυτά οι γράφοι συστάδων N-γραµµάτων συγκρίνονται 
µε τους γράφους N-γραµµάτων των κειµένων προκειµένου να κατηγοριοποιηθούν τα έγγραφα στην σωστή 
θεµατική συστάδα. 

Για να χωρίσετε τον γράφο 3-γραµµάτων που αντιπροσωπεύει το σύνολο όλων των κειµένων 
χρησιµοποιήσαµε τον αλγόριθµο  βάσης πυρήνα k-Μέσων όπως δίνεται στον αλγόριθµο 5.1 
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Ο πίνακας πυρήνα (kernel matrix) υπολογίζεται χρησιµοποιώντας ένα από τα ακόλουθα κριτήρια του πίνακα 
1.

Πίνακας 5.1: Κριτήρια για διαµέριση γράφων 

Ο πίνακας συγγένειας (Affinity matrix) Α είναι ένας πίνακας διαστάσεων | V | × | V | του οποίου τα κελιά 
αντιπροσωπεύουν τα βάρη των ακµών  ή 0 αν δεν υπάρχει ακµή µεταξύ των αντίστοιχων κορυφών. 

Ο αλγόριθµος 5.1 υπολογίζει για κάθε κόµβο i και κάθε κέντρο συστάδας B  το κόστος B  και 
συσταδοποιεί τον κόµβο i στην συστάδα που παράγει το ελάχιστο κόστος. Τα βήµατα 1 έως 4 του 
αλγορίθµου επαναλαµβάνονται έως ότου κανένας κόµβος να µην αλλάξει συστάδα ή για ένα συγκεκριµένο 
αριθµό επαναλήψεων B  

Αλγόριθµος 5.1 Συσταδοποίηση γράφων µε χρήση πυρήνα

Weighted Kernel k-means(K, k, w, B , B , B ) 

Είσοδος: K: kernel matrix, k: ο αριθµός των συστάδων, w: τα βάρη για κάθε 

σηµείο, B : ο µέγιστος αριθµός επαναλήψεων, B  : η αρχική 
συσταδοποίηση 

Έξοδος: B : Η τελική συσταδοποίηση των σηµείων 

1. Αν δεν υπάρχει αρχική συσταδοποίηση, αρχικοποιούµε τις k συστάδες 
B  τυχαία. Θέτουµε t = 0. 

2. Για κάθε i γραµµή του K και κάθε συστάδα c, υπολογίζουµε την απόσταση 

B  

3. Βρίσκουµε τα νέα κέντρα των συστάδων B (i) = B d(i, B ). 
Υπολογίζουµε τις νέες συστάδες 

B  

4. Αν δεν υπάρχει σύγκληση ή B , > t, θέτουµε t = t + 1 και πηγαίνουµε στο 
βήµα 3; Διαφορετικά, σταµατάµε και εξάγουµε τις τελικές συστάδες 

B

tmax {π(0)
c }k

c=1 {π(0)
c }k

c=1

tmax  {π(0)
c }k

c=1

{π 
c}

k
c=1

π(0)
1 , …,  π (0)

k

d(i , mc) = Kii −
2 · ∑j∈π(t)

c
wj · Kij

∑j∈π(t)
c

wj
+  

∑j∈π (t)
c

wj · wl · Kij

(∑j∈π (t)
c

wj)
2

c* argminc mc

π t+1
c = {i :  c*(i ) = c}

tmax

{π(t+1)
c }k

c=1

Κριτήρια Βάρη των Ακµών Πίνακας πυρήνα

Ratio Association 1 ∀ ακµή K = σI + A

Ratio Cut 1 ∀ ακµή K = σI –D + A

Normalized Cut βαθµός κάθε ακµής K=σ  +  AD−1 D−1A D−1

mc  d(i, mc)

tmax .
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Στο τέλος έχουµε k ΓΝΓ που αντιπροσωπεύουν τις k συστάδες. Από τώρα και στο εξής, τα βάρη των 
γράφων δεν θα χρησιµοποιηθούν και για κάθε συστάδα θα υπάρχει ένας µη σταθµισµένος γράφος 3-
γραµµάτων που θα συγκρίνεται µε το µη σταθµισµένο γράφo 3-γραµµάτων κάθε κειµένου. 

Για τη σύγκριση γράφων χρησιµοποιήσαµε την οµοιότητα περιεχοµένου (5.1), η οποία εκφράζει την 
αναλογία των ακµών του γράφου Gti που είναι κοινοί µε τον γράφο GTp. Υποθέτοντας ότι G είναι ένας 
γράφος Ν-γραµµάτων, το e είναι µια ακµή γράφου και ότι για τη συνάρτηση µ (e, G) δηλώνει ότι µ (e, G) = 
1, αν και µόνο αν e B  G και 0 διαφορετικά, τότε: 

B  (5.1)

Όπου | G | υποδηλώνει το µέγεθος του γράφου Ν-γραµµάτων G και στο µοντέλο µας είναι ο αριθµός των 
ακµών που περιέχει ο γράφος. Το B  δηλώνει τον γράφο που αντιπροσωπεύει κάθε συστάδα και το B  

αντιπροσωπεύει τον γράφο κάθε κειµένου. 

Η οµοιότητα περιεχοµένου εκφράζει το ποσοστό που ένα κείµενο ανήκει σε κάθε συστάδα και µπορούµε να 
εκφράσουµε µια ποσοστιαία σχέση κάθε έγγραφου µε κάθε συστάδα. Αν θέλουµε ένα κείµενο να ανήκει σε 
µία µόνο θεµατική κατηγορία τότε επιλέγουµε την συστάδα µε την οποία έχει την υψηλότερη οµοιότητα 
περιεχοµένου. Σε περίπτωση που θέλουµε ένα κείµενο να ανήκει σε m αριθµό θεµατικές κατηγορίες, 
επιλέγουµε τις m συστάδες που έχουν την υψηλότερη οµοιότητα περιεχοµένου. 

5.4. Πειραματική Αξιολόγηση

Χρησιµοποιήσαµε τη Συλλογή κειµένων Reuters-21578 ως το σύνολο δεδοµένων αξιολόγησης για να 
εξετάσουµε την απόδοση του µοντέλου µας. Τα κείµενα συγκεντρώθηκαν και ταξινοµήθηκαν µε κατηγορίες 
από προσωπικό από το Reuters Ltd. Η συλλογή αυτή περιλαµβάνει πολλά έγγραφα που ανήκουν από µηδέν 
έως είκοσι εννέα κατηγορίες. Η εκκαθάριση του συνόλου δεδοµένων είχε ως αποτέλεσµα την απόρριψη 
κειµένων που δεν ανήκουν σε καµία κατηγορία καθώς και πολλά έγγραφα τα οποία η ερµηνεία τους ήταν 
ιδιαίτερα δύσκολη. Συνολικά χρησιµοποιήθηκαν 18457 έγγραφα που ανήκουν σε 428 κατηγορίες. 

Ορισµένες κατηγορίες ήταν κενές, έτσι δεν χρησιµοποιήθηκαν. Το µέγεθος των υπόλοιπων κατηγοριών ήταν 
αρκετά κυµαινόµενο µε κάποιες κατηγορίες να περιέχουν λίγα και κάποιες αρκετά κείµενα. Το σετ κειµένων 
είχε µια ποικιλία µικρών, µεσαίων και µεγάλων εγγράφων και όλα τα κείµενα είναι γραµµένα στην αγγλική 
γλώσσα. 

Η πλήρης µέθοδος υλοποιήθηκε χρησιµοποιώντας την Java SE. Το πρόγραµµα έλαβε το σύνολο δεδοµένων 
Reuters ως είσοδο και σχηµάτισε τον γράφο 3-γραµµάτων όλων των κειµένων. Στη συνέχεια διαµερίσαµε  
τον γράφο σε 428 διαµερίσεις. Κάθε µια από αυτές είχε µερικούς κόµβους και όλες τις γειτονικές ακµές 
τους. Πολύ λίγες διαµερίσεις ήταν κενές και δεν είχαν γράφο 3-γραµµάτων για να τις αντιπροσωπεύει. Αυτό 
το ζήτηµα επηρέασε ελαφρώς τα αποτελέσµατα ειδικά τις κατηγορίες που έχουν πολύ λίγα κείµενα. Στη 
συνέχεια δηµιουργήθηκαν οι γράφοι 3-γραµµάτων για κάθε κείµενο και κάθε ένα συγκρίθηκε µε τους 428 
γράφους 3-γραµµάτων που αντιπροσωπεύουν τις διαµερίσεις. Μια µερική ιδιότητα µέλους (soft 
membership) θεωρήθηκε για κάθε κείµενο σε σχέση µε όλες τις οµάδες, δηλαδή εκτιµήθηκε η πιθανότητα 
για κάθε κείµενο να ανήκει σε κάθε µία από της θεµατικές κατηγορίες. Ένα κείµενο συµπεριλήφθηκε σε µια 
κατηγορία εάν ο γράφος του παρουσιάζει µεγάλη οµοιότητα µε τον γράφο ενός διαµερίσµατος / συστάδας. 

Στο ίδιο σύνολο δεδοµένων διεξήχθησαν πειράµατα, αυτή τη φορά χρησιµοποιώντας την µέθοδο 
συσταδοποίησης LDA µε σκοπό να συγκρίνουµε τα αποτελέσµατα και να έχουµε ένα µέτρο σύγκρισης και 
αξιολόγησης του προτεινόµενου αλγορίθµου µας. Το LDA είναι µία από τις πιο δηµοφιλείς µεθόδους 

∈

CS(Gt i , GT p )  = ∑
e∈Gti

μ(e, GT p )
min( |Gti | , |Gtp | )

Gti Gtp
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κατηγοριοποίησης κειµένων. Για την εφαρµογή του LDA χρησιµοποιήσαµε το εργαλείο Machine Learning 
for Language Toolkit (Mallet) το οποίο είναι ένα πακέτο γραµµένο σε Java και προσφέρει την LDA µέθοδο. 

Όπως έχουµε ήδη αναφέρει σε προηγούµενη ενότητα, για τη σύγκριση των δύο προσεγγίσεων  
συσταδοποίησης χρησιµοποιήσαµε τρεις µετρήσεις που χρησιµοποιούνται για να εκτιµηθεί η ακρίβεια µιας 
µεθόδου συσταδοποίησης, η Precision, Recall και F-Measure. Στην αξιολόγηση της µεθόδου 
χρησιµοποιήσαµε µέτρα ανάκτησης / κατηγοριοποίησης επειδή στόχος µας είναι να αξιολογήσουµε την 
συσταδοποίηση κειµένων σε σχέση µε τις οµάδες θεµάτων. Οι µετρήσεις ακρίβειας δίνονται ξανά συνοπτικά 
παρακάτω όπως τις εφαρµόσαµε για τις ανάγκες της έρευνας µας. 

B  (5.2) 

Recall = B  (5.3) 

Multiplicity Precision B  (5.4) 

Multiplicity Recall B  (5.5) 

F-measureB  (5.6) 

όπου e και e΄ είναι δύο έγγραφα, L (e) δηλώνει το σύνολο κατηγοριών (που προέρχονται από το σύνολο 
δεδοµένων) και C(e) το σύνολο συστάδων που σχετίζονται µε e. Η ακρίβεια (Precision) του στοιχείου 
αντιπροσωπεύει πόσα αντικείµενα στην ίδια συστάδα ανήκουν στην κατηγορία του. Η ανάκληση (Recall) 
για ένα στοιχείο αντιπροσωπεύει πόσα αντικείµενα από την κατηγορία τoυ εµφανίζονται στην συστάδα του. 
Το µέτρο F είναι µια µέτρηση που συνδυάζει την ακρίβεια και την ανάκληση. 

5.5.Αποτελέσματα


Τα αποτελέσµατα έδειξαν ότι η µέθοδος γράφων 3-γραµµάτων για την εφαρµογή της συσταδοποίησης 
παρουσιάζει καλύτερα αποτελέσµατα στην µετρική Recall, αλλά χειρότερα στην µετρική Precision. Ο λόγος 
είναι ότι οι γράφοι 3-γραµµάτων αναγνωρίζουν τις συστάδες που αποτελούνται από µεγάλο πλήθος 
κειµένων και συσταδοποιούνται σωστά πολλά από τα κείµενα σε αυτές. Από την άλλη πλευρά, η LDA 
δηµιουργεί πολλές µικρές συστάδες που αποτελούνται από µικρό πλήθος κειµένων και δεν δίνει την 
απαραίτητη σηµασία στις µεγάλες συστάδες. Ως παράδειγµα, µια συστάδα που δηµιουργήθηκε από την 
µέθοδο LDA περιέχει τέσσερα κείµενα, δύο από αυτά είναι σωστά συσταδοποιηµένα µαζί έτσι ώστε η 
ακρίβεια να είναι 2/4 = 50%, αλλά η αντίστοιχη συστάδα όπως υπάρχει στο σύνολο δεδοµένων αποτελείτο 
από 100 κείµενα οπότε η ανάκληση είναι 2/100 = 2% Ο Πίνακας 5.2 συνοψίζει τα αποτελέσµατα της 
σύγκρισης µεταξύ της µεθόδου συσταδοποίησης που χρησιµοποιεί τους γράφους 3-γραµµάτων και της 
µεθόδου LDA χρησιµοποιώντας τις εξισώσεις (5.1) έως (5.6) 

Avge[Avge′�.C(e)∩C(e′ �)≠0[Mult iplicit y precision(e, e′�)]]

Avge[Avge′�.L(e)∩L(e′�)≠0[Mult iplicit y recall(e, e′�)]]

(e, e′�) =
Min( C(e) ∩ C(e′�) , L (e) ∩ L (e′�) )

|C(e) ∩ C(e′�) |

(e, e′�) =
Min( C(e) ∩ C(e′�) , L (e) ∩ L (e′�) )

|L (e) ∩ L (e′�) |

=
2  ·  Recall(L , C )  ·  Precision(L , C )

Recall(L , C ) + Precision(L , C )
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Πίνακας 5.2: Αξιολόγηση πειραµατικών αποτελεσµάτων 

Στις περισσότερες περιπτώσεις όπου τα κείµενα συσταδοποιήθικαν εσφαλµένα µε την µέθοδο που 
προτείνουµε παρατηρήσαµε ότι η σωστή συστάδα βρισκόταν στην δεύτερη ή στην τρίτη επιλογή. Από αυτό 
συµπεράνουµε ότι η µέθοδος που εφαρµόζει τον γράφο 3-γραµµάτων µπορεί να αναγνωρίσει τις 
περισσότερες φορές την σωστή συστάδα που ανήκει ένα κείµενο µέσα στις τρεις πρώτες επιλογές. Από την 
άλλη πλευρά η µέθοδος LDA δηµιούργησε ένα πλήθος από µικρές συστάδες οι οποίες είχαν µια µορφή που 
έµοιαζε σαν σπασµένα τµήµατα των πραγµατικών συστάδων.  

Σε σχέση µε την εφαρµογή µπορεί να είναι σηµαντικότερη η ακρίβεια ή η ανάκληση. Μια υψηλή ακρίβεια 
µπορεί να µας προσφέρει καθαρές συστάδες που έχουν µόνο τα σωστά συγκεντρωµένα κείµενα. Είναι πολύ 
θετικό για την προτεινόµενη µέθοδο ότι η ακρίβεια και η ανάκληση είναι κοντά και ότι η F-µέτρηση της 
είναι πολύ µεγαλύτερη από αυτήν της LDA. Η µέθοδος LDA ήταν σε θέση να εντοπίσει τα κείµενα που 
είχαν πολλές κοινές λέξεις, έτσι ώστε να τα συσταδοποιήσει µαζί, αλλά όπως  διαπιστώσαµε πειραµατικά 
αυτό δεν ήταν αρκετό για να έχουµε υψηλό βαθµό ανάκλησης. Η συσταδοποιήση µε την χρήση γράφων 3-
γραµµάτων χρησιµοποιεί ένα κριτήριο οµοιότητας γράφων για κάθε συστάδα και κάθε κείµενο και 
κατηγορία να έχουν ένα αντιπροσωπευτικό γράφο. Αν οι γράφοι θεµατικών συστάδων και εγγράφων 
παρουσιάζουν υψηλή οµοιότητα τότε αναµένουµε ότι τα κείµενα που συσταδοποιούνται µαζί θα έχουν 
υψηλή θεµατική οµοιότητα. Τα πειραµατικά αποτελέσµατα επιβεβαίωσαν την εφαρµοσιµότητα του 
κριτηρίου οµοιότητας των γράφων 3-γραµµάτων. 

Εκτελέσαµε το πρόγραµµα java σε έναν υπολογιστή γενικής χρήσης. Πραγµατοποιήσαµε 400 επαναλήψεις 
του αλγόριθµου οµαδοποίησης K-Means (3.1) και παρατηρήσαµε ότι σύγκλινε µε γρήγορο ρυθµό. 
Υπάρχουν πολλές εκδοχές σχετικά µε τον αρχικό διαµερισµό των γράφων 3-γραµµάτων οι οποίοι µπορούν 
να επιταχύνουν τη σύγκλιση. Εµείς χρησιµοποιήσαµε την coarsening method of A Fast Kernel based 
Multilevel Algorithm for graph Clustering [21]. 

5.6.Συμπεράσματα


Η συσταδοποίηση κειµένων χρησιµοποιώντας το µοντέλο αναπαράστασης γράφων 3-γραµµάτων είναι µια 
καινοτόµος µέθοδος που µπορεί να συσταδοποιήσει αποτελεσµατικά χιλιάδες κείµενα και να εκτιµήσει τον 
βαθµό στον οποίο κάθε κείµενο ανήκει σε κάθε συστάδα. Η µέθοδος είναι ανεξάρτητη από τη γλώσσα και 
µπορεί να εφαρµοστεί σε προβλήµατα ανάκτησης πληροφορίας και εξόρυξης κειµένων. Επίσης παρουσιάζει 
καλύτερα αποτελέσµατα από άλλες δηµοφιλείς µεθόδους συσταδοποίησης κειµένων σύµφωνα µε τα 
πειράµατά που διεξήγαµε. 

Precision Recall F-measure

3-Gram graph 0.2870524 0.2045877 0.2419

LDA 0.5757706 0.025551 0.0498
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6. Εφαρμογή στην Αναγνώριση Κοινοτήτων σε Μέσα 
Κοινωνικών Δικτύων 


Τα µέσα Κοινωνικών Δικτύων είναι ένας συνεχώς αναπτυσσόµενος ερευνητικός τοµέας. Έχει παρατηρηθεί 
ότι οι χρήστες των κοινωνικών δικτύων συνιστούν οµάδες οι οποίες µπορούν να ανιχνευθούν από την 
τοπολογική τους σχέση µέσα στον κοινωνικό γράφο και από το περιεχόµενο των δεδοµένων, συχνά 
κειµένων, µε τα οποία σχετίζονται.  

Η ανίχνευση θεµατικών κοινοτήτων (Topic communities Detection TCD) µπορεί να πραγµατοποιηθεί µε 
βάση τις αναρτήσεις των χρηστών των κοινωνικών δικτύων (Social Network SN). Ένας αλγόριθµος 
κατηγοριοποίησης κειµένων µπορεί να αναλύσει και να παράγει αναπαραστάσεις κειµένων που γράφτηκαν 
από τους χρήστες, και να τις συγκρίνει µε τις αναπαραστάσεις των κοινοτήτων. Συγκρίνοντας τις 
αναπαραστάσεις κειµένων των χρηστών µε αυτές των κοινοτήτων µπορούµε να έχουµε την πρόβλεψη της 
κοινότητας στην οποία ανήκει κάθε χρήστης. 

Μια διαφορετική προσέγγιση του TCD εκµεταλλεύεται την κοινωνική αλληλεπίδραση των χρηστών. Η 
κοινωνική δράση της σχολιασµού, της προσθήκης ετικετών και της αρεσκείας µεταξύ δύο χρηστών δηλώνει 
ότι οι δύο χρήστες αλληλεπιδρούν και σχετίζονται. Το σύνολο των χρηστών που έχουν µια πυκνή 
αλληλεπίδραση διαµορφώνει τις κοινότητες. Ένας αλγόριθµος συσχετισµού µπορεί να χρησιµοποιηθεί για 
να εκτιµηθούν οι οµοιότητες αλληλεπιδράσεων µεταξύ των χρηστών και µετά η κοινότητα θα διαµορφωθεί 
χρησιµοποιώντας έναν αλγόριθµο ο οποίος µεγιστοποιεί την οµοιότητα µεταξύ των συστάδων των χρηστών. 

Παραθέτουµε µια σειρά αλγορίθµων που ανιχνεύουν τις κοινότητες αυτές και µε τους δύο τρόπους 
αντίστοιχα. Επίσης οι κοινότητες που συνιστούν οι χρήστες εξελίσσονται µε την πάροδο του χρόνου είτε µε 
το να διαχωρίζονται σε επιµέρους υπό κοινότητες είτε στο να ενώνονται σχηµατίζοντας µεγαλύτερες. 
Περιγράφουµε µια µοντελοποίηση της χρονικής τους αυτής εξέλιξης. Μελετάµε µε συστηµατικό τρόπο ποιοι 
χρήστες είναι αυτοί που επηρεάζουν περισσότερο την κοινότητα µέσα στην οποία βρίσκονται. Τέλος 
παρουσιάζουµε την εφαρµογή και αξιολόγηση του µοντέλου κατηγοριοποίησης κειµένων που κάνει χρήση 
της αναπαράστασης ΓΝΓ. 

6.1.Εισαγωγή στην Αναγνώριση Κοινοτήτων σε Κοινωνικά Δίκτυα 


Η µοντελοποίηση δικτύων είναι ένα θέµα που έχει βρει εφαρµογές σε πολλά επιστηµονικά και τεχνολογικά 
πεδία όπως αυτά των εφαρµοσµένων µαθηµατικών, της στατιστικής φυσικής (statistical physics) [56], της 
επιστήµης των υπολογιστών, της αναγνώριση εικόνων [91], τις κοινωνικές επιστήµες [92], της βιολογίας 
[93] και των κοινωνικών δικτύων [94]. Στην παρούσα ενότητα θα τη µελετήσουµε από την πλευρά των 
κοινωνικών δικτύων. 

Η πιο συνηθισµένη αναπαράσταση των κοινωνικών δικτύων γίνεται µε την βοήθεια κοινωνικών γράφων  
(social graph) όπου κάθε κόµβος µπορεί να αντιστοιχεί συνήθως σε έναν χρήστη ή ένα αντικείµενο. Πιθανά 
αντικείµενα µπορεί να είναι µια φωτογραφία, ένας σύνδεσµος (url), ένα κείµενο, µια διαφήµιση για ένα 
καταναλωτικό προϊόν. Συνήθως συναντάµε δίκτυα όπου οι κόµβοι τους είναι µόνο χρήστες ή µόνο 
αντικείµενα και σπάνια συνδυασµούς τους.  Στην µελέτη µας αυτή, οι κόµβοι των κοινωνικών δικτύων θα 
αναπαριστούν χρήστες αλλιώς θα αναφέρεται. 

Κάθε ακµή του δικτύου υποδηλώνει µια συσχέτιση µεταξύ δύο κόµβων. Αν έχουµε ως κόµβους χρήστες οι 
ακµές µπορούν να υποδηλώνουν φιλίες µεταξύ χρηστών ή ότι εκδηλώνουν συχνά ενδιαφέρον για 
αντικείµενα που βρίσκονται στην ίδια κατηγορία. Αυτό σηµαίνει ότι αν δύο χρήστες προσπελαύνουν συχνά 
τα ίδια αντικείµενα µια ακµή µπορεί να σύνδεση τους αντίστοιχους κόµβους τους και αν έχουµε γράφο µε 
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βάρη στις ακµές τους τότε η ακµή θα έχει ένα βάρος που θα αντιστοιχεί στο πόσο συχνά αυτοί οι χρήστες 
ενδιαφέρονται για τα ίδια αντικείµενα. 

Μετά την αναπαράσταση του κοινωνικού δικτύου µε την βοήθεια ενός γράφου ένα πρόβληµα που προκύπτει 
είναι να βρεθούν οµαδοποιήσεις κόµβων που έχουν κοινά χαρακτηριστικά. Αυτό το ερώτηµα µπορούµε να 
το διατυπώσουµε µε το να κάνουµε µια διαµέριση του γράφου ή αλλιώς µια συσταδοποίηση των κόµβων 
(χρηστών ή αντικειµένων) µε τέτοιο τρόπο, ώστε κόµβοι που συσχετίζονται σε µεγαλύτερο βαθµό 
αναµεταξύ τους να βρίσκονται στην ίδια συστάδα και κάθε συστάδα να συνδέεται, µέσω ακµών, όσο το 
δυνατό λιγότερο µε τις υπόλοιπες συστάδες του δικτύου. Επίσης αναµένουµε οι ακµές που συνδέουν 
εσωτερικά τους κόµβους µιας συστάδας να είναι κατά πολύ πυκνότερες από τις υπόλοιπες. 

Πιο συγκεκριµένα αρχικά παρουσιάζουµε δηµοφιλείς τεχνικές ανεύρεσης κοινοτήτων χρηστών που τους 
απασχολούν κοινά θέµατα µέσω των γράφων κοινωνικών δικτύων και το σηµασιολογικό περιεχόµενο των 
δεδοµένων που γράφουν ή διαβάζουν. Έπειτα παρουσιάζουµε πως το µοντέλο κατηγοριοποίησης κειµένων 
µε ΓΝΓ έχει εφαρµοστεί και αξιολογηθεί για την αναγνώριση κοινοτήτων µε βάση τα κείµενα που αναρτούν. 

Εν συντοµία τα περιεχόµενα αυτής της ενότητας είναι ως εξής. Στο τµήµα 6.2 αναπτύσσουµε αλγοριθµικές 
µεθόδους που βρίσκουν της κοινότητες µε βάση τα τοπολογικά χαρακτηριστικά του ενός κοινωνικού 
γράφου. Στο τµήµα 6.3 Η ανεύρεση των κοινοτήτων γίνεται µε βάση τη σηµασιολογική πληροφορία των 
δεδοµένων µε τα οποία σχετίζεται κάθε χρήστης. Στο τµήµα 6.4 αναγνωρίζουµε τις κοινότητες όχι ως 
στατικές αλλά ως δυναµικά εξελισσόµενες όπως είναι στον πραγµατικό κόσµο και µε συστηµατικό τρόπο 
ανιχνεύουµε την χρονική τους εξέλιξη. Στο τµήµα 6.5 µας απασχολεί το θέµα της εύρεσης των χρηστών που 
ασκούν περισσότερη επιρροή στην κοινότητα που βρίσκονται. Στο τµήµα 6.6 παρουσιάζουµε την ανεύρεση 
θεµατικών κοινοτήτων µε βάση το προτεινόµενο µοντέλο κατηγοριοποίησης κειµένων που κάνει χρήση των 
ΓΝΓ. Τέλος στο τµήµα 6.7 συγκρίνουµε τις προηγούµενες µεθόδους σε ποιες περιπτώσεις ταιριάζει 
καλύτερα να χρησιµοποιήσουµε την κάθε µια και εξάγουµε τα τελικά συµπεράσµατα µας.  

6.2.Αναγνώριση Κοινοτήτων με Τοπολογικά Χαρακτηριστικά του 
Κοινωνικού Γράφου


Με δεδοµένο τον γράφο που αναπαριστά ένα κοινωνικό δίκτυο υπάρχουν δύο βασικές προσεγγίσεις για την 
αναγνώριση των κοινοτήτων που περιλαµβάνει. Η πρώτη έγκειται σε µια επαναληπτική διαδικασία όπου 
αφαιρούνται ακµές από τον γράφο µε κάποιο κριτήριο. Μετά από ένα αριθµό επαναλήψεων και έπειτα ο 
αρχικός µας γράφος θα αρχίσει να χωρίζεται σε ένα πλήθος υπογράφων όπου κάθε υπογράφος θα 
υποδηλώνει µια κοινότητα[53].  

Η δεύτερη  προσέγγιση λειτουργεί αντίστροφα. Ξεκινά µόνο µε τους κόµβους όλου του γράφου και σε µια 
σειρά διαδοχικών βηµάτων προστίθενται µε κάποιο κριτήριο ακµές [95]. Αρχικά θα θεωρούµε ότι κάθε 
κόµβος υποδηλώνει µια κοινότητα. Καθώς ακµές θα προστίθενται µικρές κοινότητες θα ενώνονται 
σχηµατίζοντας µεγαλύτερες. Σε κάθε βήµα της επαναληπτικής διαδικασίας οι υπογράφοι που σχηµατίζονται 
θα δηλώνουν της κοινότητες που υπάρχουν σε αυτό το στάδιο.  

Υπάρχουν και άλλες τοπολογικές µέθοδοι που έχουν προταθεί για τον διαχωρισµό ενός γράφου σε επιµέρους 
συστάδες. 

6.2.1.Βρίσκοντας κοινότητες σε έναν γράφο κοινωνικού δικτύου 
αφαιρώντας ακμές


Η πρώτη µέθοδος που θα περιγράψουµε βασίζεται στην διαδικασία αφαίρεσης ακµών από έναν γράφο έτσι 
όπως προτάθηκε από τους M.E.J.Newman  και M.Girvan[53]. 
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Σχήµα 6.1 Διαµεσότητα µεταξύ χρηστών 

Έχουµε ως δεδοµένο έναν γράφο ενός τύπου κορυφών οι οποίες αντιστοιχούν σε χρήστες και ακµές µη 
κατευθυνόµενες χωρίς βάρη που υποδηλώνουν τις σχέσεις µεταξύ δύο χρηστών. Προσπαθούµε να βρούµε 
της ακµές µε το υψηλότερο betweenness (διαµεσότητα).  

Αρχικά το betweenness ήταν ένας όρος που χαρακτήριζε κόµβους και όχι ακµές Ο ορισµός του betweenness 
για κόµβους είναι ο αριθµός που δηλώνει πόσες φορές οποιοσδήποτε κόµβος του γράφου χρειάζεται ένα 
συγκεκριµένο κόµβο για να φτάσει οποιοδήποτε άλλον κόµβο µέσω ενός συντοµότερου µονοπατιού.  

Στο σχήµα 6.1 Παρατηρούµε ότι πάρα πολύ κόµβοι για να επικοινωνήσουν αναµεταξύ τους διέρχονται µέσα 
από τον κόµβο A για αυτό ο κόµβος αυτός έχει υψηλό betweenness. Το ίδιο ισχύει αλλά σε µικρότερο βαθµό 
για τους κόµβους B και C. 

Οι M.E.J.Newman  και M.Girvan επέκτειναν τον όρο του betweenness για να προσδιορίζει και ακµές.  Το 
betweenness ακµής το όρισαν ως τον αριθµό τον συντοµότερων µονοπατιών που περνάν µέσα από αυτή την 
ακµή για να ενώσουν δύο κόµβους. 

Διαισθητικά θα µπορούσαµε να πούµε πως το betweenness µιας ακµής, ενός κόµβου ακόµη και ενός 
υπογράφου µέσα σ’ έναν γράφο δηλώνει την ικανότητα που έχει να συνδέει επιµέρους κοµµάτια του 
γράφου. Καταλαβαίνουµε ότι όποια ακµή έχει υψηλό betweenness κατέχει µια σηµαντική θέση µέσα στο 
δίκτυο και στην µετάδοση πληροφοριών των συστάδων του. 

Ο αλγόριθµος µας βασίζεται στην ιδέα ότι οι ακµές µε το µεγαλύτερο betweenness  αναµένεται ότι θα 
βρίσκονται µεταξύ των διάφορων κοινοτήτων. Δηλαδή ακµές µε υψηλό betweenness  θα συνδέουν τις 
διάφορες συστάδες κόµβων αναµεταξύ τους και δεν θα βρίσκονται µέσα σε µια κοινότητα για να συνδέουν 
δύο κόµβους που ανήκουν στην ίδια συστάδα. 

Δύο διαφορετικές κοινότητες αναµένουµε να συνδέονται µε λίγες ακµές, οι οποίες θα έχουν υψηλό βαθµό 
betweenness. Επίσης όλα τα µονοπάτια του δικτύου  που περνάνε από τις κορυφές µιας κοινότητας στις 
κορυφές µια άλλης κοινότητας πρέπει να διέρχονται µέσα από αυτές τις ακµές µε το υψηλό betweenness.  

6.2.2.Υπολογισμός διαμεσότητας κάθε ακμής

Για να µετρήσουµε το µέγεθος betweenness κάθε ακµής, η πιο αποδοτική µέθοδος είναι να βρούµε τα 
συντοµότερα geodesic paths (γεωδαιτικά µονοπάτια) [96]  µεταξύ όλων των ακµών και να υπολογίσουµε 
πόσα από αυτά τα µονοπάτια περνάνε από κάθε ακµή [97]. Το πόσα µονοπάτια περνάνε από κάθε ακµή θα 
ισούται µε το betweenness της ακµής. 
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Σχήµα 6.2 γεωδαιτικό µονοπάτι 

Σχήµα 2.2 Ο όρος geodesic path προέρχεται από την επιστήµη της γεωδαισίας (τοµέας της γεωγραφίας) και 
είχε αρχικά το νόηµα να δηλώνει το συντοµότερο µονοπάτι µεταξύ δύο σηµείων πάνω στην γη. Ο όρος 
γενικεύτηκε για να χρησιµοποιείται και σε µετρήσεις πιο γενικές. Στην θεωρία γράφων δηλώνει το µονοπάτι 
µε το λιγότερο πλήθος ακµών που συνδέει δύο κόµβους.  

Έχουν προταθεί και άλλες µέθοδοι για την µέτρηση του betweenness. Μία παραλλαγή της προηγούµενης 
είναι να θεωρήσουµε ότι  κατά µήκος όλων των geodesic network path (γεωδαιτικών διαδροµών δικτύου) 
ταξιδεύουν σήµατα από την κορυφή πηγής στην κορυφή προορισµού. Ο ρυθµός µε τον οποίο περνάνε τα 
σήµατα µέσα από τις ακµές ισούται µε το betweenness της ακµής. Παραλλαγή και γενίκευση της µεθόδου 
αυτής είναι τα σήµατα να ταξιδεύουν σε τυχαία µονοπάτια µέσα στο δίκτυο και εµείς απλώς να 
υπολογίζουµε τον αριθµό του πλήθος σηµάτων που πέρασε µεταξύ δύο κορυφών. 

Μια ακόµη µέθοδος µέτρησης του betweenness έρχεται από τον χώρο των ηλεκτρικών κυκλωµάτων. 
Θεωρούµε τον γράφο ως ένα ηλεκτρικό κύκλωµα όπου για κάθε ζευγάρι κόµβων θεωρείται ο ένας ως 
γεννήτρια και ο άλλος ως καταβόθρα φορτίου (sink). Επίσης κάθε ακµή ως µια µοναδιαία αντίσταση. Τέλος 
µε εφαρµογές κανόνων Κίρχοφ βρίσκεται το ρεύµα που περνάει από κάθε ακµή. Γίνεται αντιληπτό ότι όπου 
υπάρχει  µεγαλύτερη ροή ρεύµατος εκεί θα υπάρχει ο µέγιστος βαθµός betweenness.    

6.2.3.Αλγόριθμος εύρεσης κοινοτήτων που αφαιρεί ακμές με μέγιστη 
τιμή διαμεσότητας


Η εύρεση του betweenness κάθε ακµής είναι η καρδιά του αλγορίθµου µας και θα γίνεται σε κάθε βήµα 
όπως θα δούµε. Ο αλγόριθµος ξεκινά µε τον αρχικό γράφο και  τον υπολογισµό του betweenness για κάθε 
ακµής. Έπειτα αφαιρούµε από τον γράφο την ακµή µε το υψηλότερο betweenness και επαναϋπολογίζουµε το 
betweenness. 

Η αφαίρεση της ακµής µε την υψηλότερη τιµή betweenness και ο επανυπολογισµός των betweenness τιµών 
για τον καινούριο γράφο που προκύπτει κάθε φορά είναι µια επαναληπτική διαδικασία η οποία τελειώνει 
όταν ο γράφος θα έχει διαιρεθεί σε τόσα partition  όσες είναι οι κοινότητες που επιθυµούµε να έχουµε. 

Ο λόγος που επαναλαµβάνουµε σε κάθε βήµα τον υπολογισµό του betweenness είναι ότι µετά την αφαίρεση 
κάθε ακµής ο γράφος αλλάζει. Οι προηγούµενες τιµές betweenness για τις ακµές όχι απλώς δεν 
αντιπροσωπεύουν το καινούριο µας δίκτυο αλλά αν βασιστούµε σε αυτές µπορεί να οδηγηθούµε σε εντελώς 
λανθασµένα αποτελέσµατα. Αυτό θα γίνει κατανοητό µε το παράδειγµα που ακολουθεί. 

 Έστω ότι υπάρχουν δύο συστάδες του γράφου που συνδέονται µόνο µε δύο ακµές και η µια από τις 
δύο έχει υψηλό betweenness ενώ η άλλη όχι. Μετά την αφαίρεση της ακµής  που έχει υψηλό betweenness η 
δεύτερη ακµή που θα συνδέει τις δύο συστάδες θα αποχτήσει στον καινούριο γράφο και αυτή υψηλό 
betweenness (Αφού τώρα πια θα είναι η µόνη ακµή που µπορεί να συνδέσει της δυο συστάδες µε τους 
κόµβους τους) οπότε αναµένουµε ότι  θα είναι αυτή η επόµενη που θα πρέπει να αφαιρεθεί. Αν όµως δεν 
κάνουµε τον επανυπολογισµό του betweenness µετά από την αφαίρεση κάθε ακµής και χρησιµοποιούµε την 
παλιά τιµή της δεν θα αφαιρεθεί και θα µας οδηγήσει προς λάθος αποτελέσµατα. Οπότε αξίζει να αυξήσουµε 
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την πολυπλοκότητα του αλγορίθµου µε το να κάνουµε αυτόν τον επανυπολογισµό κάθε φορά προς χάριν της 
ακρίβειας των αποτελεσµάτων. 

 Αφού εισήγαµε τις βασικές έννοιες της µεθόδου ακολουθεί ο αλγόριθµος εύρεσης κοινοτήτων που 
αφαιρεί ακµές µε µέγιστη τιµή betweenness. 

Μετά από µια σειρά εκτελέσεων του αλγόριθµου θα αρχίσουν να σχηµατίζονται οι πρώτες συστάδες που θα 
αντιστοιχούν στις κοινότητες. Το πότε θα σταµατήσουµε εξαρτάται από το πλήθος των κοινοτήτων που 
θέλουµε να σχηµατιστεί. Συνήθως ο αριθµός αυτός θα µας δίνεται Το βήµα 2 της εύρεσης της ακµής µε το 
υψηλότερο βαθµό betweenness και αφαίρεσης της είναι τετριµµένο. Το σηµαντικό βήµα είναι το πως 
υπολογίζουµε το betweenness βαθµό για κάθε ακµή του γράφου για αυτό θα ασχοληθούµε µαζί του 
αναλυτικότερα. 

6.2.4.Αλγόριθμοι υπολογισμού διαμεσότητας κάθε ακμής

Με τον αλγόριθµο Breadth-first search µπορούµε να βρούµε τα συντοµότερα µονοπάτια από µια κορυφή 
προς οποιαδήποτε άλλη. Ο λόγος που επιλέγουµε τον αλγόριθµο Breadth-first search είναι ότι έχουµε ακµές 
που δεν έχουν βάρη. Αν είχαµε ακµές µε βάρη θα έπρεπε να γενικευθεί η µέθοδος αυτή και να 
χρησιµοποιηθούν αλγόριθµοι εύρεσης συντοµότερων µονοπατιών  όπως αυτοί των Dijkstra,  Floyd–
Warshall, Johnson, Viterbi και ο Α* 

Στην απλή περίπτωση που έχουµε µόνο ένα µονοπάτι προς κάθε άλλη κορυφή το σύνολο όλων των 
µονοπατιών από αυτή την κορυφή προς τις άλλες κορυφές θα σχηµατίζει ένα δέντρο στην Περίπτωση Α 
αλλιώς θα σχηµατίζει ένα γράφο στην Περίπτωση B.   

Σχήµα 6.3 Αναπαράσταση συντοµότερων µονοπατιών 

Αλγόριθµος 6.1

1: Υπολογίζουµε το betweenness βαθµό για κάθε ακµή στο 
κοινωνικό δίκτυο.

2: Βρίσκουµε την ακµή  µε το υψηλότερο βαθµό και την 
διαγράφουµε (αν δύο ή περισσότερες ακµές έχουν το ίδιο 
µέγιστο βαθµό επιλέγουµε κάποια µε τυχαία κριτήρια).

3: Υπολογίζουµε ξανά το betweenness για όλες τις ακµές 
που έµειναν.

4: Επιστρέφουµε στο βήµα 2 µέχρι να διαµεριστεί ο γράφος 
στο επιθυµητό πλήθος συστάδων.
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Στο σχήµα 6.3 απεικονίζεται η αναπαράσταση συντοµότερων µονοπατιών από τον κόµβο s. Στο 6.3a αν 
έχουµε ένα µοναδικό συντοµότερο µονοπάτι και στο 6.3b αν έχουµε πολλά συντοµότερα µονοπάτια. 

Περίπτωση A: που υπάρχει µόνο ένα µονοπάτι προς κάθε άλλο κόµβο 

Αν θεωρήσουµε την απλή περίπτωση που υπάρχει µόνο ένα geodesic path που συνδέει κάθε κόµβο µε 
οποιονδήποτε άλλο τότε παραθέτοντας για κάθε κόµβο ξεχωριστά τα µονοπάτια που τον ενώνουν µε τους 
άλλους κόµβους σχηµατίζεται ένα πλήθος δέντρων. Το κάθε δέντρο θα ξεκινά από το κόµβο s ρίζα και 
καταλήγει προς οποιονδήποτε άλλο κόµβο. Το betweenness κάθε ακµής  υπολογίζεται σε αυτή την 
περίπτωση ως εξής. 

Ξεκινάµε για κάθε δέντρο ξεχωριστά από τα φύλλα του δέντρου, που αντιστοιχούν στους κόµβους που 
θέλουν να καταλήξουν τα µονοπάτια, και αναθέτουµε σε κάθε ακµή που είναι προσκείµενη σε αυτά τον 
βαθµό 1 όπως φαίνεται στο σχήµα 6.3a. Έπειτα διατρέχουµε το δέντρο προς τα πάνω δηλαδή µε κατεύθυνση 
από τα φύλλα προς την κορυφή και για κάθε ακµή βάζουµε ένα βάρος που ισούται µε το άθροισµα των 
βαθµών που έχουν οι από κάτω ακµές συν ένα. Όταν θα έχουµε φτάσει στην κορυφή του δέντρου θα έχουµε 
ένα βαθµό για όλες τις ακµές. 

Αυτή την διαδικασία την κάνουµε για κάθε κορυφή του γράφου. Δηλαδή κάθε κορυφή θεωρείται ως ρίζα 
ενός δέντρου που σχηµατίστηκε από την παράθεση όλων των µονοπατιών που ενώνουν αυτόν τον κόµβο της 
ρίζας µε κάθε άλλο κόµβο. 

Τέλος αν αθροίσουµε το βάρος που έχει µια ακµή σε κάθε ένα από αυτά τα δέντρα θα πάρουµε το 
betweenness της ακµής αυτής. 

 Περίπτωση B: που υπάρχουν πολλά µονοπάτια προς κάθε άλλο κόµβο 

Στην περίπτωση που έχουµε από δύο και πάνω ίσου βάρους συντοµότερα µονοπάτια που ενώνουν δύο 
κορυφές σχηµατίζεται αντί για δέντρο ένας γράφος που έχει κύκλους 6.3b. Να διευκρινίσουµε πως για κάθε 
κόµβο σχηµατίζεται ένας ξεχωριστός γράφος που είναι το άθροισµα όλων των µονοπατιών κάθε άλλου 
κόµβου προς τον κόµβο που εξετάζουµε. 

Για την εύρεση του betweenness κάθε ακµής εργαζόµαστε για κάθε γράφο ξεχωριστά. Εδώ η διαδικασία 
είναι πιο περίπλοκη. Σύµφωνα µε τον παραδοσιακό ορισµό του betweenness κόµβων [98] όταν υπάρχουν 
πολλά συντοµότερα µονοπάτια που ενώνουν δύο κόµβους σε κάθε ένα από αυτά  αναθέτουµε  ένα 
κλασµατικό βαθµό που το άθροισµα τους δίνει ένα και είναι ίσο αναµεταξύ τους. Δηλαδή αν έχουµε ένα 
τελικό κόµβο που µπορούµε να καταλήξουµε σ’ αυτόν µέσω τεσσάρων µονοπατιών κάθε ένα από αυτά τα 
µονοπάτια θα πάρει ως βάρος τον αριθµό ¼. Να σηµειώσουµε ότι τα µονοπάτια αυτά δίνουν στις ακµές από 
τις οποίες αποτελούνται κάποιο βάρος. Για να υπολογίσουµε σωστά το κλασµατικό µέρος που παίρνει κάθε 
ακµή χρησιµοποιούµε τον αλγόριθµο 2.2 που είναι µια γενίκευση του bfs. 

Αλγόριθµος 6.2

1:

2:

Ο αρχικός κόµβος s  έχει απόσταση B =0 και βάρος B =1ds ws

Κάθε γειτονικός κόµβος i στον s αποχτά απόσταση B =B
+1 και βάρος B =B  =1.

di ds
wi  ws
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Όπως γίνεται αντιληπτό το βάρος ενός κόµβου i δηλώνει τον αριθµό των ξεχωριστών µονοπατιών που 
διέρχονται από την ρίζα s προς τον κόµβο i. 

Αυτά τα βάρη είναι ακριβώς ότι χρειαζόµαστε για να υπολογίσουµε το betweenness των ακµών διότι αν δύο 
κόµβοι i και j είναι συνδεδεµένοι µε τον j πιο µακριά από τον i σε σχέση µε την πηγή s τότε το κλάσµα του 
geodesic path από το j µέσω του του i προς το s είναι ίσο µε B . Έτσι για να υπολογίσουµε (την συµβολή) 
του betweenness κάθε ακµής από όλα τα συντοµότερα µονοπάτια ξεκινώντας από το s κάνουµε τα ακόλουθα 
τέσσερα βήµατα: 

Η εκτέλεση του προηγούµενου αλγόριθµου θα πρέπει να γίνει για κάθε έναν κόµβο ξεχωριστά και να 
αθροίσουµε τα betweenness όλων των ακµών όπως κάναµε και στην προηγούµενη ενότητα που είχαµε µόνο 
ένα µονοπάτι προς κάθε άλλο κόµβο.  

Αξιολόγηση και πολυπλοκότητα της µεθόδου 

Οι  κοινωνικοί γράφοι µπορεί να είναι κατευθυνόµενοι ή µη κατευθυνόµενοι. Η µέθοδος που περιγράψαµε 
είναι για µη κατευθυνόµενα δίκτυα. Πολύ εύκολα µπορούµε  να την γενικεύσουµε και για κατευθυνόµενους 

3:

4: Επαναλαµβάνουµε το βήµα 3 έως ότου να µην µείνει 
κανένας κόµβος που να του έχουν ανατεθεί αποστάσεις 
αλλά στους γείτονές του να µην έχουν ανατεθεί 
αποστάσεις.

Για κάθε κόµβο j προσκείµενο σ' έναν από τους κόµβους i 
(που αναφέραµε) κάνουµε ένα από τα εξής τρία βήµατα 
ανάλογα την περίπτωση. 

(a) Αν στον j κόµβο δεν έχει αποδοθεί απόσταση  τότε        
βάζουµε απόστασηB = B +1 και βάρος B  = B . 
(b)  Αν στον j κόµβο έχει ήδη αποδοθεί απόσταση και 
αυτή είναι B = B +1 τότε το βάρος του γίνεται B  B  B  
+ B . 
(c) Αν στον κόµβο j έχει ήδη ανατεθεί µια απόσταση 
και αυτή είναι B < B  + 1 δεν κάνουµε τίποτα.

 dj di wj wi

 dj di wj ← wi
wi

dj di

wi /wj

Αλγόριθµος 6.3

1: Βρίσκουµε κάθε φύλο – κόµβο t δηλαδή ένα κόµβο που 
δεν περνάνε άλλα µονοπάτια από µέσα του.

2:

3:

4: Επαναλαµβάνουµε το βήµα 3 µέχρι να φτάσουµε στην 
κορυφή s.

Ξεκινώντας από τις ακµές που είναι πιο µακριά από την 
πηγή s σύµφωνα µε το σχήµα 4β από τους πιο χαµηλούς 
κόµβους ανεβαίνοντας προς τα πάνω προς την πηγή s. Για 
κάθε ακµή από τον κόµβο i προς τον κόµβο j, ο κόµβος j 
είναι πιο µακριά από την πηγή από τον i, απονέµουµε 
έναν βαθµό στην ακµή i j που είναι ίσος µε 1 συν το 
άθροισµα των βαθµών των γειτονικών ακµών που είναι 
ακριβώς από κάτω του πολλαπλασιασµένο µε  B .wi /wj

Για κάθε κόµβο i που συνορεύει προς το t αποδίδουµε 
έναν      βαθµό στην ακµή t-i  B .wi /wj
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γράφους απλά µε το να υπολογίζουµε στους προηγούµενους αλγόριθµους για κάθε δύο κόµβους µόνο τα 
µονοπάτια που όλες οι ακµές τους προσανατολίζονται προς µία κατεύθυνση. Δηλαδή να κάνουµε χρήση των 
κατευθυνόµενων µονοπατιών.  

Ο M. E. J. Newman και ο M. Girvan που δηµοσίευσαν την µέθοδο αυτή [53] ισχυρίζονται ότι µπορούµε σε 
πολλές περιπτώσεις έναν κατευθυνόµενο γράφο να τον µετατρέψουµε σε µη κατευθυνόµενο και να 
εφαρµόσουµε τους αλγόριθµους χωρίς να οδηγηθούµε σε λάθος συµπεράσµατα. Αυτό το στηρίζουν στο ότι 
οι ακµές µεταξύ κόµβων δηλώνουν απλά µια σύνδεση µεταξύ χρηστών και δεν προσφέρει περισσότερη 
πληροφορία ποια θα είναι η κατεύθυνση τους. 

O αλγόριθµος εύρεσης του betweenness των ακµών του Newman έχει πολυπλοκότητα O(mn) και λόγω του 
ότι θα τον εφαρµόσουµε για m το πλήθος ακµές που θα αφαιρούνται θα έχουµε συνολική πολυπλοκότητα  
της τάξεως του O(m2n) ή για έναν αραιό πίνακα της τάξεως του O(n3).  

Η πολυπλοκότητα της εύρεσης του betweenness των ακµών στην περίπτωση που υπάρχει µόνο ένα µονοπάτι 
προς κάθε άλλο κόµβο, υπολογίζεται από το ότι ο bfs αλγόριθµος που βρίσκει τα µονοπάτια έχει 
πολυπλοκότητα O(m) και εφόσον έχουµε n κόµβους για τους όποιους θα χρειαστεί να βρούµε τα geodesic 
paths το γινόµενο τους θα είναι η συνολική πολυπλοκότητα O(mn). Αντίστοιχα και η πολυπλοκότητα που 
προκύπτει από τους αλγορίθµους 6.2 και 6.3 είναι O(mn). 

Σε πειράµατα που έκανε ο Newman µε 10.000 κόµβους ένας απλός επιτραπέζιος υπολογιστής µπορούσε να 
αναγνωρίσει τις κοινότητες σε αποδοτικό χρονικό διάστηµα και µάλιστα σε δίκτυα µε σαφή κοινωνική δοµή 
ο σχηµατισµός των κοινοτήτων προέκυπτε από τις πρώτες κιόλας αφαιρέσεις ακµών. 

6.2.5.Μια ευριστική διαδικασία για διαμερισμό γράφων

Μια ευριστική επίλυση του προβλήµατος της διαµέρισης του γράφου ενός κοινωνικού δικτύου σε κοινότητες 
προκύπτει από τον χώρο της ηλεκτρονικής [56]. Η µέθοδος αυτή είχε προταθεί για τον βέλτιστο διαµερισµό 
ηλεκτρονικών στοιχείων ανάµεσα σ’ ένα πλήθος ηλεκτρονικών πλακετών ούτως ώστε οι συνδέσεις που 
ενώνουν διαφορετικές πλακέτες αναµεταξύ τους να είναι όσο το δυνατόν λιγότερες. 

Οι συνδέσεις µεταξύ στοιχείων στην ίδια πλακέτα είναι κάτι επιθυµητό, ενώ οι συνδέσεις στοιχείων µεταξύ 
διαφορετικών πλακετών θα πρέπει να αποφεύγονται. Καταλαβαίνουµε πως αυτό το πρόβληµα αν 
αναγάγουµε όπου χρήστης ένα ηλεκτρονικό στοιχείο, όπου σύνδεση µια ακµή και όπου πλακέτα µια 
συστάδα έχει την ίδια βάση µε το πρόβληµα της αναγνώρισης κοινοτήτων από τον κοινωνικό γράφο.  

Αρχικά θα διατυπώσουµε την επίλυση του προβλήµατος για δύο συστάδες µε ίσο πλήθος κόµβων η κάθε µια 
και έπειτα θα γενικεύσουµε το πρόβληµα σε k το πλήθος διαφορετικές συστάδες µε ανόµοιο πλήθος κόµβων 
η κάθε µία.  

Α: Διαµέριση του γράφου σε δύο ίσα σύνολα 

Έστω S είναι το σύνολο 2n κόµβων και έστω ο πίνακας C=( ! ) που τοB   δηλώνει το κόστος κάθε ακµής 
και εξαρτάται από το αν συνδέονται οι κόµβους i και j. Ο πίνακας C είναι συµµετρικός και κάθε στοιχείο της 
διάµεσου του είναι µηδέν B =0 λόγο του ότι ο γράφος είναι µη κατευθυνόµενος. Η διαµέριση που θα 
παραχθεί έχει ως στόχο να ελαχιστοποιήσει το εξωτερικό κόστος  

Τ= B   (6.1) 

cij  cij

cij

∑
AxB

cab
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Δηλαδή σκοπός µας είναι το κόστος που προκαλείται από τις ακµές που συνδέουν την µια συστάδα µε την 
άλλη να είναι ελάχιστο. Εδώ να αναφέρουµε ότι υπάρχουν τέσσερα προβλήµατα που είναι ισοδύναµα και η 
µέθοδος που θα περιγράψουµε επιλύει και τα τέσσερα αφού ουσιαστικά είναι διαφορετικές διατυπώσεις του 
ίδιου προβλήµατος.  

(α) Η εύρεση µια διαµέρισης που ελαχιστοποιεί το εξωτερικό κόστος 

(β) Η εύρεση µια διαµέρισης που µεγιστοποιεί το εσωτερικό κόστος 

Επίσης αν αλλάξουµε τις τιµές του B  

(γ) Η εύρεση µια διαµέρισης που µεγιστοποιεί το εξωτερικό κόστος 

(δ) Η εύρεση µια διαµέρισης που ελαχιστοποιεί το εσωτερικό κόστος 

Η βασική ιδέα της µεθόδου είναι η εξής: Ξεκινώντας µε µια αυθαίρετη διαµέριση του γράφου S στους 
υπογράφους Α και Β ανταλλάσσοντας κόµβους από τον Α στο Β µε σκοπό να ελαχιστοποιήσουµε το 
εξωτερικό κόστος. 

Έχοντας τον γράφο S και τον πίνακα µε τα κόστη ακµών B , θεωρούµε Α*, Β* την διαµέριση  µε το 
ελάχιστο εξωτερικό κόστος και Α, Β οποιαδήποτε αυθαίρετη διαµέριση. Σε αυτή την περίπτωση υπάρχουν Χ 
κόµβοι που ανήκουν στο Α και Υ κόµβοι που ανήκουν στο Β τέτοιοι που αν τους ανταλλάξουµε από το Α 
στο Β θα προκύψει το Α* και Β* όπως δείχνει το σχήµα 6.4 

 

Σχήµα 6.4 Αντιµετάθεση κόµβων 

Στο σχήµα 6.4 το σύνολο Α έχει Χ κόµβους που θα έπρεπε να ανήκουν στο Β και το σύνολο Β έχει Υ 
κόµβους που θα έπρεπε να ανήκουν στο Α. Το βέλτιστο σύνολο Α* προκύπτει αν του αφαιρέσουµε τους Χ 
κόµβους και του προσθέσουµε τους Υ. Αντίστοιχα το βέλτιστο σύνολο Β* προκύπτει αν του αφαιρέσουµε 
τους Υ κόµβους και προσθέσουµε τους Χ. 

Σκοπός της µεθόδου µας είναι να βρούµε τα υποσύνολα Χ και Υ από τα Α και Β που θα πρέπει να 
αφαιρεθούν και να τα ανταλλάξουµε αναµεταξύ τους. 

Ορίζουµε το εξωτερικό κόστος Εa ως 

 
Εa = B  (6.2) 

cij

cij 

 ∑
yεΒ

cay
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Όπου α οποιοσδήποτε κόµβος ανήκει στο σύνολο Α. Η εξίσωση 6.2 σηµαίνει ότι το εξωτερικό κόστος Εa  
είναι ίσο µε το πόσοι κόµβοι υπάρχουν µέσα στο σύνολο Β που ενώνονται µε µία ακµή µε το σύνολο Α.  Το 
εσωτερικό κόστος Ia 

Ia= B   (6.3) 

Δηλώνει πόσοι κόµβοι υπάρχουν µέσα στο σύνολο Α που ενώνονται µέσω µια ακµής µε κάποιον άλλο 
κόµβο του συνόλου Α. Αντίστοιχα ορίζονται και τα  Εb Ib  για κάθε b που ανήκει στο B. Καταλαβαίνουµε 
ότι επιθυµούµε να έχουµε µεγάλο εσωτερικό κόστος Ia και µικρό εξωτερικό κόστος Εa από την διαµέριση 
που θα κάνουµε. 

Η διαφορά εξωτερικού µε εσωτερικού κόστους για το z ε S δίνεται από τον τύπο: 

Dz = Ez - Iz  (6.4)  

Ισχύει το επόµενο πολύ σηµαντικό λήµµα: 

Αν ο κόµβος α ανήκει στο σύνολο Α, ο κόµβος b ανήκει στο σύνολο Β και ανταλλάξουµε τον a µε τον b το 
κέρδος που θα αποκτήσουµε θα είναι  

g = Da + Db - 2Cab    (6.5) 

Ο Αλγόριθµος 6.4 κάνει χρήση του παραπάνω λήµµατος και διαµερίζει τον γράφο σε δύο σύνολα 
συστηµατοποιώντας όλες τις παραπάνω ιδέες. 

∑
xεΑ

cax

Αλγόριθµος 6.4

1: Υπολογίζουµε τις D τιµές για όλα τα στοιχεία του γράφου 
S

2: Διαλέγουµε τα ai ε Α και bj ε Β τέτοια ώστε να είναι 
µέγιστη η ποσότητα g1=Dai+Dbj-2Caibj. Τα ai και bj 
αντιστοιχούν στο µεγαλύτερο κέρδος που µπορούµε να 
έχουµε από µια απλή εναλλαγή.

3: Επαναϋπολογίζουµε τις Τιµές D για όλα τα στοιχεία του A 
- {ai}  και B - {bj} µε 
D’x= Dx + 2cxai - 2cxbj   x ε A - {ai}, 
D’y= Dy + 2cybj - 2cyai   y ε B - {bj}.

4: Επαναλαµβάνουµε το (ii) επιλέγοντας ένα ζευγάρι a'2, b'2 
από το A - {a'1} και B - {b'1} έτσι ώστε να είναι µέγιστη η 
ποσότητα g2=Da2' + Db2' - 2 Ca2'b2' 

5: Συνεχίζουµε έως ότου  όλοι οι κόµβοι (a’i,b’i) µε τα 
αντίστοιχα κέρδη τους gn να εξεταστούν. 

6: Στο τέλος επιλέγουµε τους k B  που 

µεγιστοποιούν το µερικό άθροισµα G= B  

g1 + g2 + … +  gk 
k

∑
i=1

gi
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Η τοπικά βέλτιστη λύση είναι µια λύση αλλά λόγω του ότι ο αλγόριθµός µας είναι ευριστικός µπορεί να 
υπάρχει κάποια άλλη τοπικά βέλτιστη λύση που να διαµερίζει καλύτερα τους κόµβους. Φυσικά έχουµε την 
επιλογή να επαναλάβουµε τον αλγόριθµο µε µια άλλη αρχική διαµέριση µε την ελπίδα να προκύψει µια 
καλύτερη διαµέριση. 

Β: Διαµέριση σε άνισα σύνολα 

Ας υποθέσουµε την πιο πιθανή περίπτωση να θέλουµε να διαµοιράσουµε τους κόµβους ενός γράφου όχι σε 
δύο ίσα σύνολα αλλά σε δύο άνισα. Το ένα σύνολο θα έχει n1 κόµβους, το άλλο n2 και n1 + n2 =n. Έστω ότι 
n1 < n2 Ο µόνος περιορισµός που έχουµε είναι ότι σε µια επανάληψη του αλγορίθµου που περιγράψαµε δεν 
µπορούµε να µεταθέσουµε περισσότερους από n1 κόµβους. 

Η διαδικασία µπορεί εύκολα να επιτευχθεί µε τον αλγόριθµο 6.4 αν προσθέσουµε κάποιους ψεύτικους 
(dummy) κόµβους  οι οποίοι δεν θα συνδέονται µε κανέναν άλλον κόµβο έτσι θα έχουν µηδενικές τιµές στα 
κόστη του πίνακα C. Το πλήθος των κόµβων που θα προσθέσουµε θα είναι 2n2 - n. Αφού εκτελέσουµε τον 
αλγόριθµο  αφαιρούµε τους dummy κόµβους και έχουµε την διαµέριση που θέλουµε. 

Γ: Διαµέριση σε περισσότερα από δύο σύνολα 

Έστω ότι έχουµε kn κόµβους και θέλουµε να τους διαµοιράσουµε σε k σύνολα αρχίζουµε µε το να 
διαµερίσουµε τους κόµβους στα k σύνολα. Έπειτα εφαρµόζουµε τον αλγόριθµο της διαµέρισης σε δύο 
σύνολα επαναλαµβάνοντας τον για όλα τα ζευγάρια συνόλων που έχουµε τόσες φορές όσες να κάνουµε την 
διαµέριση πιο βέλτιστη. Τα πειραµατικά δεδοµένα έχουν δείξει πως ο αριθµός των πόσων φορών θα 
επαναλάβουµε την διαδικασία είναι σχετικά µικρός και η όλη διαδικασία συγκλίνει αρκετά γρήγορα. 

Δ: Αρχική διαµέριση 

Σε όλες τις προηγούµενες παραγράφους αναφέραµε ότι ξεκινάµε την εκτέλεση του αλγόριθµου µας από µια 
αρχική διαµέριση. Καταλαβαίνουµε πως το να πάρουµε µια τυχαία διαµέριση για αρχική δεν είναι καλή 
επιλογή. Παρακάτω παραθέτουµε δύο µεθόδους για να έχουµε καλύτερες αρχικές διαµερίσεις. 

Αν πρέπει να κάνουµε µια διαµέριση σε k σύνολα ξεκινάµε µε µια διαµέριση σε r σύνολα έπειτα το κάθε ένα 
από αυτά το διαµερίζουµε ώστε τελικά να έχουµε s σύνολα και συνεχίζουµε να διαµερίζουµε το κάθε 
υποσύνολο έως ότου παραχθούν k στο πλήθος σύνολα. Για παράδειγµα αν το k είναι δύναµη του δύο θα 
µπορούσαµε αρχικά να κάνουµε µια διαµέριση σε δύο σύνολα έπειτα το κάθε ένα σύνολο από αυτά σε δύο 
και αναδροµικά θα συνεχίζαµε να διαµερίζουµε κάθε υποσύνολο έως ότου φτάναµε σ’ ένα πλήθος k 
συνόλων που επιθυµούµε. 

Η δεύτερη µέθοδος διαµέρισης βασίζεται στην ιδέα διαµέρισης µεταξύ άνισου µεγέθους συνόλων µε χρήση 
dummy κόµβων όπως συζητήσαµε πιο πριν. Αν έχουµε kn το πλήθος κόµβους θα τους διαµερίσουµε σε k 
σύνολα µε την εξής µέθοδο. Στην αρχή διαµερίζουµε τους κόµβους σε δύο σύνολα το ένα µε n κόµβους και 
το άλλο µε  (k - 1)n κόµβους έπειτα συνεχίζουµε µε το να διαµερίσουµε τους (k - 1)n κόµβους σε n και (k - 
2)n κόµβους και συνεχίζουµε επαναληπτικά έως ότου φτάσουµε να διαµερίσουµε όλος τους κόµβους σε k 
σύνολα. 

7: Αν το G>0 τότε µια ακόµη µείωση στο κόστος µπορεί να 
γίνει µε το να αλλάξουν θέση οι κόµβοι από το σύνολο Χ 
στο σύνολο Υ. Μετά την καινούρια αλλαγή την διαµέριση 
µπορούµε να την διαχειριστούµε ως να είναι η αρχική και 
να συνεχίσει να επαναλαµβάνεται η διαδικασία αυτή.

8: Αν το G=0 βρισκόµαστε στην τοπικά βέλτιστη λύση της 
διαµέρισης
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Πολυπλοκότητα της µεθόδου 

Η αλγοριθµική µέθοδος αυτή θα χρειαστεί να κάνει µια σειρά περασµάτων για να επιλέξει τα (a'1 , b'1) ,... , 
(a'n , b'n) καθώς και τα σύνολα X και Y που θα ανταλλάξουµε. Κάθε πέρασµα θα αποτελείται από τον 
υπολογισµό των D τιµών. Mια διαδικασία που έχει πολυπλοκότητα O( B ) λόγω του ότι για κάθε στοιχείο 
του S πρέπει να υπολογίσουµε την σχέση του µε όλα τα υπόλοιπα και από µια διαδικασία µε πολυπλοκότητα 
O(B logn) που θα είναι η ταξινόµηση αυτών των D τιµών. Η ολική πολυπλοκότητα για όλα τα περάσµατα θα 
είναι O ( B logn.) 

6.2.6.Αναγνώριση κοινοτήτων μέσω σημασιολογικών και στατιστικών 
δεδομένων


Παραπάνω περιγράψαµε διαδικασίες ανεύρεσης κοινοτήτων που χρησιµοποιούν την τοπολογία του 
κοινωνικού γράφου. Γενικώς οι πρώτες µέθοδοι που εφαρµόστηκαν βασίζονταν στον διαµερισµό του 
γράφου (graph partitioning) [56] και της ιεραρχικής συσταδοποίησης (hierarchical clustering) [99][100]. Σε 
αυτές τις µεθόδους υπάρχουν εγγενώς τα προβλήµατα ότι πρέπει να γνωρίζουµε από πριν το πλήθος των 
κοινοτήτων, ποια θα είναι τα κριτήρια µε τα οποία θα θεωρούµε κάποιους κόµβους  ότι ανήκουν σε µια 
συστάδα και βέβαια πάντα υπάρχει η πρόκληση του να βρεθούν αλγόριθµοι πιο αποδοτικοί και  µε καλύτερη 
πολυπλοκότητα [101]. Μεταγενέστεροι αλγόριθµοι[102] [103] [104] προτάθηκαν που φέρανε µεγάλες 
βελτιώσεις στην αποδοτικότητα και στην µικρότερη πολυπλοκότητα. 

 Η µεγάλη αλλαγή στην προσέγγιση και στον τρόπο αντιµετώπισης του προβλήµατος της ανεύρεσης 
κοινοτήτων που σχηµατίζονται µε βάση τα θέµατα που διαπραγµατεύονται βασίζεται στην ιδέα πως όλα τα 
µέλη ενός κοινωνικού δικτύου (social actors) γράφουν ή διαβάζουν κείµενα όπως προσωπικά µηνύµατα, 
συνοµιλίες, σχόλια σε φωτογραφίες και άλλα. Σε αυτό το σηµείο συνειδητοποιούµε πως η συσχέτιση και 
συσταδοποίηση των χρηστών µπορεί να γίνει βάση σηµασιολογικών κριτηρίων και όχι απλώς από έναν 
γράφο που δηλώνει σχέσεις µεταξύ χρηστών. 

Έξυπνοι αλγόριθµοι διαβάζουν κείµενα  που έχουν προσπελάσει χρήστες, έπειτα τα κείµενα αυτά τα  
συσχετίζουν µε θέµατα (topics) και τα θέµατα µε κοινότητες (communities)  µέσω πιθανοτικών κατανοµών 
(Probability distribution). Αυτοί οι αλγόριθµοι είναι σε θέση από την σηµασιολογία των κειµένων που έχουν 
διαβάσει και γράψει οι χρήστες, να παράγουν πιθανότητες για κάθε κοινότητα που να δηλώνουν, σε τι βαθµό 
ο χρήστης ανήκει σε αυτήν. 

6.2.7.Πιθανοτικές κατανομές

Στην υποενότητα αυτή διαπραγµατευόµαστε την έννοια της πιθανοτικής κατανοµής στην οποία στηρίζονται 
οι παρακάτω µέθοδοι που αναπτύσσουµε. Ο όρος της  πιθανοτικής κατανοµής προκύπτει από την θεωρία 
πιθανοτήτων και την επιστήµη της στατιστικής και διαισθητικά δηλώνει έναν τρόπο που οργανώνεται και 
παρουσιάζετε µια λίστα πιθανοτήτων. Μια κατανοµή πιθανότητας είναι µια συνάρτηση ή ένας νόµος  
σύµφωνα µε τον οποίο κατανέµουµε µια πιθανότητα για κάθε τιµή µιας συγκεκριµένης µεταβλητής. 

 Η κατανοµή µια µεταβλητής [105] συνήθως αναπαρίσταται γραφικά ως ένα ιστόγραµµα διαφορετικά ως µια 
λίστα ή ένας δισδιάστατος πίνακας που για κάθε µεταβλητή αντιστοιχούµε µια τιµή. Αν επιλέξουµε την 
αναπαράσταση µε ιστόγραµµα και έχουµε µια µεταβλητή ο άξονας χ θα έχει το σύνολο των τιµών που 
µπορεί να πάρει η µεταβλητή της πιθανοτικής κατανοµής και ο άξονας ψ την τιµή της πιθανότητας που έχει 
η µεταβλητή χ για κάθε τιµή της. 

 

n2

n2

n2
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Σχήµα 6.5 Κατανοµή πιθανότητας µίας µεταβλητής 

Στο σχήµα 6.5 απεικονίζεται ένα παράδειγµα κατανοµής πιθανότητας µίας µεταβλητής. Ο άξονας χ δηλώνει 
την µεταβλητή του πόσες παραγγελίες γίνονται σε µια βδοµάδα και ο άξονας ψ µε τη πιθανότητα γίνεται η 
διακριτή µεταβλητή χ να πάρει την κάθε τιµή. 

Όταν έχουµε µια κατανοµή που δέχεται πολλές µεταβλητές [106] η αναπαράσταση και η κατανόηση της 
γίνεται πιο περίπλοκη. Αν έχουµε δύο µεταβλητές µπορούµε να την αναπαραστήσουµε στον τρισδιάστατο 
χώρο όπως δείχνει το σχήµα 6.6. Οι τιµές της µπορούν να είναι αποθηκευµένες σε µια δοµή δεδοµένων ή να 
υπολογίζονται από µια συνάρτηση. 

 

Σχήµα 6.6 Παράδειγµα Κατανοµή Πιθανότητας πολλών µεταβλητών 

Στο σχήµα 6.6 απεικονίζεται ένα Παράδειγµα Κατανοµής Πιθανότητας πολλών µεταβλητών. Ο άξονας χ1 
δηλώνει το πλήθος  διακριτών τιµών που µπορεί να πάρει η πρώτη µεταβλητή. Ο άξονας χ2 δηλώνει το 
πλήθος  διακριτών τιµών που µπορεί να πάρει η δεύτερη µεταβλητή και ο κάθετος άξονας την πιθανότητα 
που έχει κάθε συνδυασµός P(χ1,χ2) 

6.2.8.Τα μοντέλα που σχηματίζονται από τα θέματα, λέξεις, και τους 
συγγραφείς


Αρχικά θα µπορούσαµε να διαχωρίσουµε τις µεθόδους σηµασιολογικών µοντέλων ανεύρεσης κοινοτήτων 
που σχηµατίζονται µε βάση τα θέµατα που διαπραγµατεύονται σε τρεις κατηγορίες Topic - Word model 
(µοντέλο Θέµατος - Λέξης), Author - Word model (µοντέλο Συγγραφέα - Λέξης) και Author - Topic model 
(µοντέλο Συγγραφέα - Θέµατος) 

Αρχικά έχουµε ένα σύνολο από κείµενα D όπου το κάθε ένα αποτελείται από µια ακολουθία λέξεων wd  
{Νd}.  Η παραγωγή κάθε λέξης wdi  wd για κάθε κείµενο d µπορεί να µοντελοποιηθεί είτε από την πλευρά 
του συγγραφέα Α, είτε από την πλευρά του θέµατος Τ είτε από έναν συνδυασµό αυτών των δύο. Οπότε 
θεωρούµε κάθε θέµα ως µια πιθανοτική πολυωνυµική κατανοµή σε λέξεις.  
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Παρακάτω ακολουθούµε τους ακόλουθους συµβολισµούς. 

φ για την κατανοµή κάθε θέµατος σε λέξεις. Δηλαδή κάθε θέµα σε τι ποσοστό περιέχει κάθε λέξη. 

θ για την κατανοµή κάθε κειµένου σε θέµατα. Δηλαδή κάθε κείµενο σε τι ποσοστό εµπίπτει σε κάθε θέµα. 

Θα περιγράψουµε τα τρία µοντέλα µε συντοµία: 

Μοντέλο Θέµατος – Λέξης 

Σε αυτό το µοντέλο ένα κείµενο d θεωρείται ως µια µίξη θεµάτων. Κάθε θέµα αντιστοιχεί σε µια 
πολυωνυµική κατανοµή σε ένα λεξικό, δηλαδή σε µια σειρά λέξεων. 

 Η ύπαρξη της λέξης w σ’ ένα κείµενο d προκύπτει από την κατανοµή φz πάνω σε ένα συγκεκριµένο θέµα z. 
Αντίστοιχα το θέµα z προέρχεται από την κατανοµή του συγκεκριµένου κειµένου σε θέµατα θd. Αυτό 
συνήθως το αναπαριστούµε µε έναν πίνακα όπου κάθε γραµµή δηλώνει την κατανοµή θ. 

Αν θέλαµε να το διατυπώσουµε αντίστροφα θα λέγαµε η κατανοµή θεµάτων για το συγκεκριµένο κείµενο d 
παράγει το θέµα z. Το θέµα z µέσα στην κατανοµή θέµατος σε λέξεις Φz παράγει τις λέξεις w. 

Μοντέλο Συγγραφέα – Λέξης 

Παρόµοια µε το µοντέλο Θέµατος - Λέξης. Βαθµολογούµε τα ενδιαφέροντα ενός συγγραφέα A µε βάση τις 
λέξεις που έχει χρησιµοποιήσει. Με  ad συµβολίζουµε το σύνολο κειµένων που έχει γράψει ένας 
συγγραφέας.  

Κάθε λέξη w στο κείµενο d επιλέγεται από  µια κατανοµή ενός συγκεκριµένου συγγραφέα σε λέξεις. Σε 
αυτό το µοντέλο Συγγραφέα - Λέξης ο συγγραφέας είναι υπεύθυνος και συσχετίζεται  µε κάθε  
συγκεκριµένη λέξη που έχει επιλεχθεί από το σύνολο κειµένων ad που έχει γράψει.   

Μοντέλο Συγγραφέα – Θέµατος 

Για κάθε λέξη w σε ένα κείµενο d ένας συγγραφέας x επιλέγεται από το σύνολο συγγραφέων ad. Έπειτα από 
την κατανοµή θεµάτων µε δεδοµένα το x, θα παράγεται ένα θέµα z. Το θέµα z µε την σειρά του παράγει την 
λέξη w όπως την είδαµε στο κείµενο d. Το µοντέλο αυτό θα το παρουσιάσουµε αναλυτικότερα. 

Σχήµα 6.7 Μοντέλο Θέµατος – Λέξης, Συγγραφέα – Λέξης και Συγγραφέα – Θέµατος 
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Στο σχήµα 6.7 βλέπουµε τα τρία σχήµατα που αναπαριστούν τα τρία µοντέλα. Με σκιασµένο κύκλο 
αναπαριστούµε τα παρατηρούµενα δεδοµένα ενώ µε φωτεινά τα έµµεσα συνεπαγόµενα. Κάθε ορθογώνιο 
παραλληλόγραµµο αναπαριστά ένα σύνολο µεταβλητών. Στο (a) φαίνεται πως η κάθε λέξη σ’ ένα κείµενο 
σχετίζεται από την κατανοµή του θέµατος σε λέξεις φ και από ένα θέµα z από την κατανοµή του κειµένου σε 
θέµατα θ. Στο (b) η λέξη σ’ ένα κείµενο σχετίζεται από την κατανοµή του θέµατος σε λέξεις φ και έναν 
συγγραφέα x από ένα σύνολο συγγραφέων. Στο (c) έχουµε έναν συνδυασµό των προηγούµενων δύο 
µεθόδων. H κάθε λέξη σ’ ένα κείµενο σχετίζεται από την κατανοµή του θέµατος σε λέξεις φ αλλά κάθε θέµα 
z επιλέγεται ως ένας συνδυασµός της κατανοµής του κειµένου σε θέµατα θd και ενός συγγραφέα x από το 
σύνολο συγγραφέων. 

Το µοντέλο Συγγραφέα – Θέµατος αναλυτικότερα 

Το µοντέλο Συγγραφέα - Θέµατος περιέχει δύο σηµαντικούς παράγοντες τον συγγραφέα και το θέµα. 
Μοντελοποιώντας και τους δύο παράγοντες ως µεταβλητές σε ένα Bayesian network (Μπεϋζιανό δίκτυο) 
προσφέρει στο µοντέλο την ικανότητα να οµαδοποιεί τις λέξεις σε σηµασιολογικά θέµατα και ταυτόχρονα 
να δείχνει για κάθε συγγραφέα τις λέξεις που συνηθίζει να χρησιµοποιεί και τα θέµατα µε τα οποία 
ασχολείται.  

Στα προηγούµενα τρία συστήµατα ο υπολογισµός του Bayesian network βασιζόταν στις παρατηρούµενες 
(observed) παραµέτρους του συγγραφέα, των λέξεων και σε κάποιες άλλες κριµένες (hidden) παραµέτρους 
όπως τα θέµατα τα οποία υπολογίζει η ίδια η µέθοδος. Τέλος  κάθε λέξη την επεξεργαζόµαστε ως µια 
οντότητα που προήλθε ως αποτέλεσµα  πιθανοτήτων του µοντέλου. 

Παρακάτω θα περιγράψουµε πως µπορούµε να µοντελοποιήσουµε µια κοινότητα να αποτελείται από 
χρήστες καθώς και πως µπορούµε να µοντελοποιήσουµε την κάθε κοινότητα να σχετίζεται µε θέµατα. 

Μοντελοποιώντας µια Κοινότητα σε Χρήστες 

Από τη στιγµή που λαµβάνουµε υπόψη την επίδραση της κοινότητας στην δηµιουργία των κειµένων 
επικοινωνίας το πρώτο πράγµα που θα µας απασχολήσει είναι η αλληλεπίδραση µεταξύ των κρυµµένων 
(latent) µεταβλητών. 

Ενώ σε προηγούµενες µεθόδους η σύνδεση µεταξύ δύο χρηστών αντιστοιχούσε στην συχνότητα µε την 
οποία οι δύο τους επικοινωνούν και από αυτές τις συνδέσεις προέκυπταν οι κοινότητες. Στην µοντελοποίηση 
µιας κοινότητας µε χρήστες θεωρούµε κάθε κοινότητα ως µια πολυωνυµική κατανοµή σε χρήστες. Όπου 
κάθε χρήστης σχετίζεται µε µια πιθανότητα P(u|c) η οποία δηλώνει τον βαθµό που ο χρήστης u ανήκει στην 
κοινότητα c. Σκοπός µας είναι να βρούµε την υπό συνθήκη πιθανότητα, δοσµένου µιας κοινότητας που να 
προσδιορίζει ποια η πιθανότητα να ανήκει εκεί ο χρήστης u. Έπειτα οι χρήστες θα συσχετιστούν µε ένα 
σύνολο από θέµατα όπου κάθε ένα έχει µια κατανοµή σε λέξεις. 

Σχήµα 6.8 Μοντελοποίηση κοινότητας µε χρήστες 
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Στο σχήµα 6.8 βλέπουµε την µοντελοποίηση κοινότητας µε χρήστες. Το C δηλώνει το community 
(κοινότητα), u τον χρήστη (user), T το θέµα (topic). Το α και β είναι οι πρότεροι (prior) Dirichlet  
παράµετροι για τα θέµατα και τις λέξεις. Το ψ δηλώνει την πολυωνυµική κατανοµή των χρηστών για κάθε 
κοινότητα το οποίο παραµετροποιείται από το γ. 

Σε αυτό το µοντέλο ένα κείµενο παράγεται από τέσσερα στάδια 

(i) Μια κοινότητα c γράφει ή αναρτά ένα κείµενο d. 

(ii) Ένας χρήστης u επιλέγεται από την κοινότητα c ως αναγνώστης του κειµένου d. 

(iii) Ο χρήστης u συσχετίζεται µε το θέµα z. 

(iv) Από το θέµα z µια λέξη γράφεται στο κείµενο d. 

Επαναλαµβάνοντας αυτή την διαδικασία ένα κείµενο γράφεται λέξη προς λέξη. 

Η εκ των υστέρων πιθανότητα (posterior probability) P(c,u,z|w) δεσµευµένης της λέξης w σε µια 
συγκεκριµένη κοινότητα c, χρήστη u και θέµα z υπολογίζεται από τον τύπο  

P(c, u, z, w) =P(w|z) P(c, u, z)=P(w|z) P(z|u) P(c,u) =P(w|z) P(z|u) P(u|c)P(c)  (6.6) 

Θεωρητικά, η υπό συνθήκη πιθανότητα P(c, u, z| w) µπορεί να υπολογιστεί από την κατανοµή πιθανότητας 
P(c, u, z, w). 

Ένα πιθανό µειονέκτηµα της µεθόδου που µπορεί να προκύψει είναι ότι η µέθοδος µοντελοποίησης µια 
κοινότητας µε χρήστες θεωρεί µια κοινότητα απλώς ως µια πολυωνυµική κατανοµή σε χρήστες και αυτό 
µειώνει την επιρροή της κοινότητας στα θέµατα. 

Εγγενώς µια κοινότητα σχηµατίζεται διότι οι χρήστες της επικοινωνούν συχνά και µοιράζονται κοινά θέµατα 
στις επικοινωνίες τους. Στην µέθοδο αυτή οι κοινότητες παράγουν χρήστες και τα θέµατα φτιάχνονται από 
τους χρήστες µε αποτέλεσµα να διαδίδεται µια µείωση της επιρροής µεταξύ κοινότητας και θεµάτων. 

Μοντελοποιώντας µια κοινότητα µε θέµατα 

Αυτό το µοντέλο θεωρεί ότι µια κοινότητα ενός κοινωνικού δικτύου αποτελείται από ένα σύνολο θεµάτων 
που αντιστοιχούν σε οµάδες χρηστών. 

Κάθε λέξη w σ’ ένα κείµενα d επιλέγεται από µία πολυωνυµική κατανοµή σ’ ένα χρήστη adi η οποία 
προέρχεται από την λίστα αυτών που θα διαβάσουν το κείµενο d. Πριν από αυτό ο χρήστης adi έχει 
προκύψει από ένα θέµα z και το z από την κατανοµή της κοινότητας σε θέµατα. 

H µέθοδος αυτή παράγει ένα σύνολο από υπό συνθήκη πιθανότητες P(z|c) οι οποίες καθορίζουν ποια από τα 
θέµατα είναι πιο πιθανό να συζητηθούν στην κοινότητα c. Έχοντας µια οµάδα θεµάτων όπου η κοινότητα c 
συσχετίζεται µε κάθε θέµα z, οι χρήστες που αναφέρονται στο θέµα z µπορούν να βρεθούν υπολογίζοντας 
την πιθανότητα P(u|z) 
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Η µοντελοποίηση κοινότητας µε θέµατα διαφέρει από την µοντελοποίηση κοινότητας µε χρήστες στο ότι 
κάνει πιο δυνατές τις σχέσεις µεταξύ κοινότητας και θέµατος διότι η σηµασιολογία έχει έναν πιο σηµαντικό 
ρόλο στην ανακάλυψη κοινοτήτων. Όµως µειονεκτεί ως το ότι κάνει πιο αδύναµες τις σχέσεις µεταξύ 
κοινότητας και χρηστών. 

 

Σχήµα 6.9 Μοντελοποίηση κοινότητας µε θέµατα 

Στο σχήµα 6.9 βλέπουµε την µοντελοποίηση κοινότητας µε θέµατα. Παρατηρούµε πως η κατανοµή του 
κειµένου σε θέµατα παράγει ένα συγκεκριµένο θέµα z το οποίο σε συνδυασµό µε την πολυωνυµική 
κατανοµή των χρηστών για κάθε κοινότητα ψ παράγει τον χρήστη adi 

Η πιθανότητα της κατανοµής είναι 

P(c, u, z, w) = P(w|u)P(u|z)P(z|c)P(c)  (6.7) 

Στην υπό συνθήκη πιθανότητα P(c, u, z|w) µια λέξη w συσχετίζεται µε τρεις µεταβλητές την κοινότητα c, 
τον χρήστη u και το θέµα z και δίνεται από τον τύπο  

P(c, u, z|w) = B   (6.8) 

O οποίος είναι δύσκολο και µη αποδοτικό να υπολογιστεί για αυτό καταφεύγουµε στην δειγµατοληψία 
Gibbs. 

Δειγµατοληψία Gibbs 

P(c,  u ,  z , w)
∑c,u,z P(c, u , z , w)
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Η δειγµατοληψία Gibbs είναι ένας αλγόριθµος που προσεγγίζει την κατανοµή πολλών µεταβλητών  από µια 
σειρά δειγµάτων. Η δειγµατοληψία Gibbs είναι ένας Μαρκοβιανής αλυσίδας Monte Carlo αλγόριθµος που 
χρησιµοποιείται όταν η υπό συνθήκη κατανοµή πιθανότητας µπορεί να υπολογιστεί. 

Ο αλγόριθµος διατρέχει όλα τα κείµενα λέξη προς λέξη και για κάθε λέξη wi, το θέµα zi και ο συγγραφέας 
xi συσχετίζονται µε αυτή την λέξη µε βάση την εκ τον υστέρων υπό συνθήκη πιθανότητα P(zi, xi | wi, z-i, x-
i, w-i, ad). Τα zi και xi δηλώνουν το θέµα και τον συγγραφέα που εκχωρεί την λέξη wi. Ενώ τα z-i και x-i 
δηλώνουν όλες τις άλλες καταχωρήσεις των θεµάτων και των συγγραφέων εκτός από το τρέχον στιγµιότυπο. 
Το w-i δηλώνει όλες τις άλλες λέξεις που παρατηρήθηκαν στο σύνολο κειµένων και το ad είναι το σύνολο  
συγγραφέων για αυτό το κείµενο.  

Η διατίµηση της υπό συνθήκης εκ των υστέρων πιθανότητας  στο µοντέλο Συγγραφέα - Θέµατος µε 
δοσµένο τα θέµατα Τ και W τις λέξεις υπολογίζεται µε τον ακόλουθο τύπο: 

P(zi = j, xi = k | wi = m, z-i, x-i, w-i, ad) B   P(wi = m|xi = k) P(xi = k|zi = j)B  

B   (6.9) 

Όπου m΄B  m και j΄B j, α και β είναι οι πρότερες παράµετροι για τις λέξεις και τα θέµατα. Το B

αντιπροσωπεύει τον αριθµό των φορών που η λέξη wi = m συσχετίζεται µε το θέµα zi = j και το 
αντιπροσωπεύει τον αριθµό των φορών που ο συγγραφέας xi = k συσχετίζεται µε το θέµα j. 

Η µετάβαση µεταξύ των εξισώσεων έγινε µε το να µην λάβουµε υπόψη µας τις µεταβλητές z-i, x-i, w-i, ad 
διότι κάθε εµφάνιση της λέξης wi θεωρείται ανεξάρτητη από τις άλλες λέξεις στο κείµενο. 

Με την εφαρµογή της δειγµατοληψίας του Gibbs είµαστε σε θέση να ανακαλύψουµε τις σηµασιολογικές 
κοινότητες εφαρµόζοντας τα µοντέλα που αναπτύξαµε πιο πάνω, κοινότητα µε θέµατα και κοινότητα µε 
χρήστες. Με την πιθανότητα P(c, u, z| w) όπου οι τρεις µεταβλητές  κοινότητα c, χρήστης u, θέµα z 
σχετίζονται µε την λέξη w µπορούµε  να χαρακτηρίσουµε µια κοινότητα µε τα θέµατα και τους σχετικούς 
χρήστες της. Οπότε το πρόβληµα της ανακάλυψης της σηµασιολογικής κοινότητας περιορίζεται στον 
υπολογισµό της πιθανότητας P(c, u, z| w) 

Παρακάτω παραθέτουµε τον αλγόριθµο δειγµατοληψίας Gibbs 

≈ ≈
CWT

mj + β

∑m′�CWT
m′�j + Vβ

CAT
kj + α

∑m′�CAT
kj′� + Ta

≠ ≠ CWT
mj

CAT
kj  

Αλγόριθµος 6.5

1: Για κάθε κείµενο d.

2: Για κάθε λέξη wi στο κείµενο d.

3: Τοποθετούµε την λέξη wi σε µια τυχαία κοινότητα, 
θέµα και χρήστη.

4:

5:

6: Ενώ I < I

7: Για κάθε κείµενο d.

8:

iB 0  ←  

I B  Πλήθος επιθυµητών επαναλήψεων  ←

Για κάθε λέξη wi d.∈  
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Παρατηρούµε ότι έχοντας ως είσοδο το σύνολο των χρηστών U, το σύνολο των κειµένων D, το σύνολο των 
επιθυµητών θεµάτων |Τ|, τον αριθµό των επιθυµητών κοινοτήτων |C| ο αλγόριθµος ξεκινά µε µια τυχαία 
καταχώρηση λέξεων σε µια κοινότητα, χρήστη, θέµα. Μια Μαρκοβιανή αλυσίδα κατασκευάζεται για να 
συγκλίνει στην επιθυµητή κατανοµή. Σε κάθε δοκιµή αυτής της  Monte Carlo προσοµοίωσης ένα µπλοκ από 
(κοινότητα, χρήστη, θέµα) αποδίδεται στην λέξη wi. Έπειτα από µια σειρά στάδια στην αλυσίδα η αρχική 
κατανοµή P(c, u, z| w) προσεγγίζει την επιθυµητή κατανοµή. 

Για να προσαρµόσουµε την δειγµατοληψία του Gibbs στα δύο προηγούµενα µοντέλα το σηµαντικό είναι να 
υπολογίσουµε την πιθανότητα P(ci, ui, zi| wi). Θα περιγράψουµε την µέθοδο που χρησιµοποιούµε και για τα 
δύο µοντέλα. 

Έστω P(ci=p, ui=q, zi=r | wi=m, z-i, x-i, w-i) είναι η πιθανότητα ότι η λέξη wi να παράγεται από την κοινότητα 
p, τον χρήστη q και το θέµα r η οποία εξαρτάται από όλες τις καταχωρήσεις λέξεων, εκτός από την τωρινή 
παρατήρηση των wi, z-i, x-i, και w-i τα οποία αναπαριστούν όλα τα θέµατα, χρήστες και λέξεις που δεν 
περικλείουν την τρέχουσα καταχώρηση της λέξης wi. 

Στο µοντέλο της κοινότητας µε χρήστες συνδυάζουµε την εξίσωση 6.8  µε την εξίσωση 6.9 και παίρνουµε 
την εξίσωση 6.10 

P(ci = p,ui = q,zi = r|wi = m,z-i,x-i,w-i) B  P(wi = m|zi = r) P(zi = r|ui = q) P(ui = q|ci = p) B  

B  B   (6.10) 

Από όπου τελικά προκύπτει. 

P(wi = m|zi = r)  B   (6.11) 

P(zi = r|ui = q) B   (6.12) 

9:

10:

/*Εναποθέτουµε στην κοινότητα p, τον χρήστη q 
και το θέµα r την λέξη wi*/

11: Καταγράφουµε το (cp, up, zr| wi)

12: i++

(p,q,r)  argmax(P(cp, up, zr| wi))←

Υπολογίζουµε το P(ci, ui, zi| wi), u  ad.∈

≈ ≈

CWT
mr +  β

∑m′�CWT
m′�r + Vβ

CTU
rq +  α

∑r′�C
TU
rq +  Ta

CUC
qp +  γ

∑q′�C
UC
q′�p +  Uγ

≈
CWT

mr +  β
∑m′�CWT

m′�r + Vβ

≈
CTU

rq +  α

∑r′�C
TU
rq +  Ta

B123



P(ui = q|ci = p) B   (6.13) 

Στις εξισώσεις από πάνω το  είναι ο αριθµός των φορών που η λέξη wi = m συσχετίστηκε µε το θέµα zi 
= r χωρίς να υπολογίζει την τρέχουσα φορά. Το B  είναι ο αριθµός των φορών που ένα θέµα z=r 
συσχετίζεται µε τον χρήστη u = q και B  είναι ο αριθµός των φορών που ο χρήστης  u = q ανήκει στην 
κοινότητα c = p και τα δύο χωρίς να περιλαµβάνουν το τρέχον στιγµιότυπο. C είναι ο αριθµός των 
κοινοτήτων στο κοινωνικό δίκτυο και είναι µια παράµετρος που την δίνουµε εµείς. 

Στην µέθοδο αυτή έχουµε τρεις πίνακες τους B ,B  , B . Ο πίνακας B έχει µέγεθος W x T και για 
κάθε κελί B  έχουµε καταχωρήσει τον αριθµό των φορών που η λέξη i έχει συσχετιστεί µε το θέµα j . 
Παρόµοια έχουµε  και για τους υπόλοιπους δύο πίνακες. 

Στην µοντελοποίηση κοινοτήτων µε θέµατα η πιθανότητα P(ci=p, ui=q,zi=r | wi=m, z-i, x-i, w-i) υπολογίζεται 
αντίστοιχα ως 

P(c = p, u = q, z = r | wi = m, z-i, x-i, w-i)     (6.14) 

όπου πάλι έχουµε να υπολογίσουµε τρεις δισδιάστατους πίνακες CWU, CUT, CTC από τα συνεχόµενα στάδια 
της Μαρκοβιανής αλυσίδας και οι σηµασιολογικές κοινότητες µπορούν να προκύψουν από ετικέτες που 
αντιστοιχούν στα θέµατα. 

Κλείνοντας αυτή την ενότητα να διευκρινίσουµε ότι οι χρήστες που ανήκουν σε κάθε κοινότητα c είναι 
αυτοί που η συνάρτηση πιθανότητας P(u|c) είναι µέγιστη σύµφωνα µε τον πίνακα CUC. Έπειτα τα θέµατα µε 
τα οποία ασχολούνται αυτοί οι χρήστες τα βρίσκουµε αντίστοιχα από τον πίνακα CTU και µια εξήγηση για το 
κάθε θέµα µπορεί να προκύψει από τον πίνακα CWT όπου κάθε θέµα δείχνει µε ποιες λέξεις συσχετίζεται. 

Πολυπλοκότητα της µεθόδου και περαιτέρω βελτιώσεις 

Η δειγµατοληψία Gibbs έχει δυστυχώς µεγάλη πολυπλοκότητα της τάξεως του O(I · N · (U · C · T)) όπου Ν 
είναι το πλήθος των λέξεων, U το πλήθος των χρηστών, C το πλήθος των κοινοτήτων, Τ το πλήθος των 
θεµάτων και Ι το πλήθος των επαναλήψεων που θα χρειαστεί να κάνει ο αλγόριθµος. 

Αν θεωρήσουµε ένα πιθανό σενάριο όπου έχουµε 106 λέξεις, 150 χρήστες, 10 κοινότητες, 20 θέµατα και θα 
εκτελέσουµε 1000 επαναλήψεις συνολικά θα εκτελεστούν 3 · 1013 υπολογισµοί. 

Μια βασική βελτίωση της µεθόδου που πάντοτε ακολουθείται όταν επεξεργαζόµαστε σηµασιολογικά 
διάφορα κείµενα είναι η αφαίρεση των stop words δηλαδή λέξεων όπως “και”, “όταν” “ίσως” “θα” που δεν 
προσφέρουν σηµασιολογική πληροφορία για το τι διαπραγµατεύεται ο χρήστης. Επίσης υπάρχει µια 
βελτιωµένη έκδοση του αλγορίθµου, ο αλγόριθµος της EnF-Gibbs δειγµατοληψίας [107] που µειώνει 
περαιτέρω την αποδοτικότητα αφαιρώντας πολλές λέξεις που δεν προσφέρουν πληροφορία µέσω κάποιων 
µέτρων εντροπίας.  

  ≈  
CUC

qp +  γ

∑q′�C
UC
q′�p +  Uγ

CWT
mr

CTU
rq

CUC
qp

CWT
mr   CTU

rq CUC
qp CWT

mr

CWT
ij

≈
CWU

mq +  β
∑m′�CWT

m′�r + Vβ
CUT

qr +  γ

∑q′ �C
UT
q′ �r +  Uγ

CΤC
rp +  α

∑r′�C
TC
r′�p +  Τα
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6.3.Αναγνώριση Κοινοτήτων σε Δυναμικά-Συνεχώς Εξελισσόμενα 
Κοινωνικά Δίκτυα


Στις προηγούµενες παραγράφους αντιλαµβανόµασταν και διαχειριζόµασταν τις κοινότητες ενός κοινωνικού 
δικτύου ως κάτι στατικό που από την στιγµή που δηµιουργήθηκαν τις θεωρούµε σταθερές καθ’ όλη την 
διάρκεια που έχουµε το κοινωνικό δίκτυο. Οι κοινότητες παράγονταν είτε από το πλήθος των δεδοµένων που 
έχουν µαζευτεί για το κοινωνικό δίκτυο µέχρι εκείνη την στιγµή, είτε από ένα στιγµιότυπο που δείχνει πως 
είναι το κοινωνικό δίκτυο την στιγµή που αποφασίσαµε να βρούµε τις κοινότητες που το συνιστούν. 

Από ότι καταλαβαίνουµε µε τους παραπάνω τρόπους δεν έχουµε την καλύτερη εικόνα για τις κοινότητες που 
συνιστούν ένα κοινωνικό δίκτυο. Οι κοινότητες, οι οµάδες που συνιστούν τα άτοµα είναι κάτι δυναµικό που 
µε την πάροδο του χρόνου εξελίσσεται και ολοένα καινούριες δηµιουργούνται από τις ήδη υπάρχουσες ή  οι 
παλιές σπάνε σε δύο ή περισσότερες.  

Παρακάτω θα περιγράψουµε µεθόδους που έχουν την ικανότητα να αντιλαµβάνεται τον σχηµατισµό και την 
εξέλιξη των κοινοτήτων µε την πάροδο του χρόνου. Οι πρώτες µελέτες [108] [109] [110] [111] [112] [113] 
[114] [115]  που λάµβαναν υπόψη τους την χρονική εξέλιξη των κοινωνικών δικτύων βασίζονται στην ιδέα 
να ανιχνεύονται οι κοινότητες για κάθε µονάδα χρόνου. Έπειτα να συγκρίνονται οι κοινότητες που 
δηµιουργήθηκαν για κάθε χρονική µονάδα ούτως ώστε να βρούµε τις διαφορές και την εξέλιξη τους. Δηλαδή 
είχαν το χαρακτηριστικό να παίρνουν υπόψη τους την χρονική εξέλιξη. Ο σχηµατισµός των κοινοτήτων και 
η εξέλιξη τους όµως ήταν κάτι που το µελετούσαν ξεχωριστά. 

Σε αυτούς τους αλγόριθµους η δοµή των κοινοτήτων εξάγεται ανεξάρτητα σε συνεχόµενα χρονικά βήµατα 
και έπειτα αναδροµικά εξετάζονται τα στοιχεία που φανερώνουν  την εξέλιξη της κάθε κοινότητας µε σκοπό 
να εντοπίσουµε τις διαφορές στη δοµή των κοινοτήτων µε την πάροδο του χρόνου. Αυτή η προσέγγιση του 
θέµατος σε δύο στάδια µπορεί να εφαρµοστεί µόνο όταν η δοµή των κοινοτήτων είναι σαφής και δεν 
υπάρχει “θόρυβος” στα δεδοµένα. Διαφορετικά θα προκύψουν µεγάλες χρονικές µεταβολές. 

Ο αλγόριθµος FacetNet [116] που προτάθηκε από τους Yu-Ru Lin, Yun Chi, Shenghuo Zhu, Hari Sundaram 
και Belle L. Tseng αναλύει τις κοινότητες και την εξέλιξη τους σ’ ένα ενιαίο πλαίσιο όπου η τωρινή δοµή 
των κοινοτήτων είναι η βάση για την µελλοντική εξέλιξη τους. Οπότε το πώς θα είναι η κοινότητα σε κάθε 
χρονικό στάδιο βασίζεται στο πώς ήταν η µορφή των κοινοτήτων στο προηγούµενο. 

Σε αυτήν την προσέγγιση αν για ένα µικρό χρονικό διάστηµα υπάρξει µια µεγάλη αλλαγή στις κοινότητες 
αυτή δεν θα επηρεάσει σε µεγάλο βαθµό την διαµέριση και µορφοποίηση που έχουµε κάνει. Μόνο αν αυτή η 
αλλαγή συνεχίσει να υπάρχει και σε επόµενα στάδια θα διαµορφώσει διαφορετικά την δοµή των 
κοινοτήτων. 

Μία επίσης σηµαντική βελτίωση και διαφορά που έχει ο αλγόριθµος FacetNet είναι ότι κάθε χρήστης µπορεί 
να ανήκει σε περισσότερες από µια κοινότητες την ίδια στιγµή. Σε αντίθεση µε τις περισσότερες άλλες 
µεθόδους που απλά κατέτασσαν κάθε χρήστη σε µια κοινότητα. Αυτό είναι πολύ λογικό αν αναλογιστούµε 
ότι ένας χρήστης µπορεί να ενδιαφέρεται για τον ραδιοερασιτεχνισµό αλλά εξίσου και για  την γλυπτική 
οπότε θα έπρεπε να συσχετίζεται και µε τις δύο κοινότητες ή ακόµη και µε περισσότερες. Σε αυτή την 
µέθοδο ένας αριθµός θα προσδιορίζει σε τι βαθµό σχετίζεται κάθε χρήστης µε την κάθε κοινότητα. Για αυτό 
εισαγάγουµε τον όρο soft community membership (µαλακή συµµετοχή σε κοινότητα) που προσδιορίζει αυτό 
τον αριθµό. 

Συµβολισµοί για τον αλγόριθµο FacetNet 

Στην συνέχεια αυτής της ενότητας χρησιµοποιούµε µικρά γράµµατα x για να αναπαραστήσουµε βαθµωτά 
µεγέθη, διανυσµατικής µορφής γράµµατα B  για να αναπαραστήσουµε διανύσµατα, κεφαλαία γράµµατα W 
για πίνακες, κεφαλαία άλλα και µικρά γράµµατα µε δείκτες wij, Wij για στοιχεία πίνακα που βρίσκονται στην 

→u
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i γραµµή και στην j στήλη, vec(W) για την διανυσµατοποίηση του πίνακα W. O δείχτης t στης µεταβλητές 
Wt και wt;ij δηλώνει την τιµή της µεταβλητής την χρονική στιγµή t. Τέλος όλες οι ακµές του γράφου 
συνοδεύονται µε τον δείκτη i για να προσδιορίσουν την χρονική στιγµή που αντιστοιχούν. 

Ένα στιγµιότυπο του γράφου την χρονική στιγµή t το απεικονίζουµε ως Gt(Vt,Et). Κάθε ακµή eij  Et 

δηλώνει την αλληλεπίδραση του κόµβου vi Vt µε τον κόµβο vj. Αν υποθέσουµε ότι ο γράφος Gt έχει n 
κόµβους ορίζουµε τον πίνακα W   (ο οποίος είναι της µορφής Wt) για να αναπαραστήσουµε την 
οµοιότητα µεταξύ δύο κόµβων του γράφου Gt. Κάθε κελί του wij παίρνει µια τιµή που υποδηλώνει την 
σχέση µεταξύ του κόµβου vi (από τον πρώτο γράφο) µε τον κόµβο vj (από τον δεύτερο γράφο). Αν υπάρχει 
οµοιότητα µεταξύ των δύο κόµβων  wij > 0 αλλιώς wij = 0 και ισχύει ότι  = 1. Με την πάροδο του 

χρόνου η ιστορία της αλληλεπίδρασης  των κοινοτήτων στον γράφο φαίνεται από µια σειρά στιγµιότυπων 
που η κάθε µια αντιστοιχεί σ’ ένα γράφο <G1,... ,Gt, ..>  

Συνάρτηση Κόστους µεταξύ διαδοχικών γράφων ενός εξελισσόµενου κοινωνικού δικτύου 

Το ότι µπορούµε να αναλύσουµε τις κοινότητες και την εξέλιξη τους σε µία ενιαία διαδικασία βασίζεται 
στην παρακάτω σχέση κόστους που µετρά την ποιότητα της δοµής των κοινοτήτων την χρονική στιγµή t. Η 
σχέση 6.14 παίρνει υπόψη της δύο παράγοντες ένα κόστος στιγµιότυπου και ένα χρονικό κόστος. Με αυτό 
τον τρόπο σκοπεύουµε να χρησιµοποιήσουµε την δοµή της κοινότητας την χρονική στιγµή t - 1 για να 
κανονικοποιήσουµε την µορφή της κοινότητας την χρονική στιγµή t. Η συνάρτηση κόστους είναι η εξής: 

cost = a · CS + (1 - a) · CT  (6.15) 

Αυτή την συνάρτηση την εισήγαγε και χρησιµοποίησε ο Chakrabarti στην µελέτη του πάνω στην 
εξελισσόµενη  συσταδοποίηση δεδοµένων [117] και αποτελείται βασικά από δύο όρους. Το snapshot cost CS 
(κόστος στιγµιότυπου) που δηλώνει πόσο καλά η δοµή των κοινοτήτων ταιριάζει µε τις αλληλεπιδράσεις τον 
κόµβων που έχουµε την χρονική στιγµή t. Αυτό φαίνεται από τον πίνακα W. Και από το temporal cost CT 
(χρονικό κόστος) που δηλώνει πόσο συνεπής είναι η τρέχουσα δοµή κοινοτήτων σε σχέση µε τις 
προηγούµενες δοµές κοινοτήτων. Η παράµετρος a B  ορίζεται από αυτόν που θα εκτελέσει την µέθοδο 
αυτή για να επιλέξει σε ποιον από τους δύο παράγοντες θα δώσει πιο πολύ έµφαση.  

Ένα µεγάλο a σηµαίνει πως η µέθοδος µας βασίζεται περισσότερο στο πώς είναι ο κοινωνικός γράφος στο 
στιγµιότυπο t για να σχηµατίσουµε τις κοινότητες (στο παρόν). Ένα µικρό a σηµαίνει πώς η µέθοδος µας 
βασίζεται περισσότερο στο πώς ήταν σχηµατισµένες οι κοινότητες στα προηγούµενα χρονικά στιγµιότυπα 
(στο παρελθόν). Αλλά ας δούµε κάθε ένας από αυτούς τους δύο όρους CS και CT πώς προκύπτει. 

Η δοµή των κοινοτήτων την χρονική στιγµή t θα πρέπει να ταιριάζει µε τα δεδοµένα του πίνακα W που 
δηλώνει την αλληλεπίδραση - οµοιότητα των κόµβων την χρονική στιγµή t. Αρχικά θα δούµε πώς 
µοντελοποιούµε την δοµή των κοινοτήτων και έπειτα πώς ορίζουµε το κόστος στιγµιότυπου. 

Έστω ότι υπάρχουν m κοινότητες την χρονική στιγµή t, Το στοιχείο wij του πίνακα W δηλώνει την 
οµοιότητα και αλληλεπίδραση µεταξύ των κόµβων ui και uj και µια συνδυασµένη δράση σε σχέση µε όλες 
τις m κοινότητες. Ο υπολογισµός της τιµής wij προκύπτει από την ακόλουθη σχέση. 

  ∈
∈

∈ Rnxn
+

∑
i, j

wij

∈ (0, 1)
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wij B   (6.16) 

Όπου pk είναι η πρότερη πιθανότητα ότι η αλληλεπίδραση wij προκύπτει από την k κοινότητα και οι   
και  είναι οι πιθανότητες ότι µια αλληλεπίδραση στην κοινότητα k περιλαµβάνει τους κόµβους ui και uj 

αντίστοιχα. 

Συνδυάζοντας τα wij έχουµε τον πίνακα W  όπου 

WB XΛXT  (6.17) 

Όπου X  είναι ένας µη αρνητικός πίνακας όπου  xik =  και  = 1. Ο πίνακας Λ είναι ένας m 

x m µη αρνητικός διαγώνιος πίνακας µε λkk = λk = pk. 

Οι πίνακες Χ και Λ και αντίστοιχα το γινόµενο τους ΧΛ χαρακτηρίζουν πλήρως την δοµή της κοινότητας. 
Αυτό το µοντέλο χρησιµοποιήθηκε πρώτη φορά στην δηµοσίευση Soft Clustering on Graphs[118] 

Σχήµα 6.10 Σχηµατική αναπαράσταση της “µαλακής” συµµετοχή σε κοινότητες 

 (a) Ο αυθεντικός γράφος, (b) Ο διµερής γράφος µε δύο κοινότητες (c) Υπολογισµός της ακµής w34 

Στο σχήµα 6.10 (b) δείχνουµε πως από τον αρχικό γράφο των χρηστών (a) προσθέτουµε δύο ακόµη κόµβους 
c1 και c2 που αντιστοιχούν στις κοινότητες και έχουµε ένα διµερή γράφο (διότι ακµές µπορούν να υπάρξουν 
µεταξύ ενός  χρήστη u και µιας κοινότητας c ). Αυτός ο  διµερής γράφος (b) αναπαριστά κάθε κόµβος 
χρήστη σε τι ποσοστό ανήκει σε κάθε κόµβο κοινότητας. Στο (c) δείχνουµε πως µια ακµή w34 παράγεται ως 
το άθροισµα δύο γινοµένων.  

Με αυτό τον τρόπο µπορούµε να προσεγγίσουµε τον πίνακα W από το γινόµενο ΧΛΧΤ και µε βάση αυτό το 
µοντέλο ορίζουµε το κόστος στιγµιότυπου CS ως το λάθος που εισαγάγετε από αυτή την προσέγγιση. 

CS = D(W||ΧΛΧΤ) (6.18) 

≈
m

∑
k=1

pk · pk→i · pk→j

pk→i
pk→j

≈

∈ Rnxm
+ pk→i  ∑

i

xik
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Όπου D(A||B) =B  είναι η απόκλιση  (divergence )Kullback – Leibler [119] µεταξύ 

του πίνακα Α και Β. Έτσι το κόστος στιγµιότυπου CS είναι υψηλό όταν η προσέγγιση της δοµής των 
κοινοτήτων ΧΛΧΤ δεν ταιριάζει καλά µε τα δεδοµένα που παρατηρούµε από τον πίνακα W. 

Χρονικό κόστος. 

Στην εξίσωση (6.15) το χρονικό κόστος CT χρησιµοποιείται για να κανονικοποιήσει την δοµή των 
κοινοτήτων έτσι ώστε αν προκύψουν παράλογα δεδοµένα, για παράδειγµα για µικρό χρονικό διάστηµα 
µεγάλες αλλαγές στην σύσταση των κοινοτήτων, το µοντέλο µας να µην είναι επιρρεπές στο να αλλάξει 
πολύ τη δοµή των κοινοτήτων. Θα µπορούσαµε να ορίσουµε το χρονικό κόστος CT ως την διαφορά µεταξύ 
της δοµής των κοινοτήτων από την χρονική στιγµή t - 1 στην t. Θα ξαναχρησιµοποιήσουµε το ότι η δοµή της 
κοινότητας µπορεί να αναπαρασταθεί από το γινόµενο ΧΛ και το ότι Υ  Χt-1Λt-1  Το χρονικό κόστος 
ορίζεται ως 

CT = D(Y|| ΧΛ)   (6.19) 

Όπου D είναι η απόκλιση  (divergence ) Kullback – Leibler [119] όπως και πριν. Οπότε το χρονικό κόστος 
CT είναι υψηλό όταν υπάρχουν µεγάλες αλλαγές στην δοµή των κοινοτήτων από την χρονική στιγµή t - 1 
στην t. 

Ενώνοντας το κόστος στιγµιότυπου και το χρονικό κόστος 

Έχοντας εξηγήσει το νόηµα του κόστους στιγµιότυπου και του χρονικού κόστους την συνάρτηση κόστους 
(6.15) µπορούµε να την ξαναδιατυπώσουµε στην πιο αναλυτική της µορφή  

cost = a · D(W|| ΧΛΧΤ) + (1 - a) · D(Y ||ΧΛ) (6.20) 

Όπου κάθε όρος της έχει επεξηγηθεί λεπτοµερώς στις προηγούµενες παραγράφους. Σκοπός µας είναι να 
βρούµε για κάθε χρονική στιγµή t την δοµή κοινοτήτων που ελαχιστοποιεί το παραπάνω κόστος. Αυτή η 
εξίσωση είναι ο πυρήνας του προβλήµατος βελτιστοποίησης για τον FacetNet αλγόριθµο. 

Ερµηνεία της συνάρτησης κόστους 

Η συνάρτηση κόστους (6.15) µπορεί να ερµηνευθεί µε όρους της θεωρίας πληροφορίας (information theory). 
Στην θεωρία πληροφοριών η απόκλιση KL - divergence D(P||Q) [119]  είναι επίσης γνωστή ως σχετική 
εντροπία (relative entropy) και αναπαριστά το κέρδος πληροφορίας αν χρησιµοποιήσουµε την ακριβή 
κατανοµή P αντί για το προσεγγιστικό µοντέλο Q. Όπου το Q ουσιαστικά προσπαθεί να µοντελοποιήσει το 
P. Στην δική µας δοµή κοινοτήτων ΧΛΧΤ είναι η οριακή κατανοµή που εξάγεται από το διµερές µοντέλο και 
προσπαθεί να προσεγγίσει το W. Ως αποτέλεσµα το D(W|| ΧΛΧΤ) µας δίνει το κέρδος πληροφορίας ή το 
λάθος που εισαγάγετε από την δοµή των κοινοτήτων ΧΛΧΤ που φτιάξαµε εµείς σε σχέση µε την πραγµατική 
κατανοµή W. Ένα υψηλότερο κέρδος πληροφορίας σηµαίνει ότι εισάγεται ένα µεγαλύτερο λάθος από το 
ΧΛΧΤ  οπότε και ένα υψηλότερο κόστος στιγµιότυπου. 

∑
i, j

(aijlog
aij

bij
−  aij +  bij)

=
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Παρόµοια στο D(Y||ΧΛ), το Y αναπαριστά την δοµή των κοινοτήτων την χρονική στιγµή t - 1. Αν η 
πληροφορία που λαµβάνουµε από το XΛ είναι µεγαλύτερη από ότι από αυτή του Υ = Χt-1 ·Λt-1 τ τότε η 
αλλαγή της δοµής των κοινοτήτων από την χρονική στιγµή t-1 στην t θα γίνει µεγαλύτερη και άρα το 
χρονικό κόστος CT θα µεγαλώσει. 

Επαναληπτικός Αλγόριθµος 

Ο αλγόριθµος µας βασίζεται σε επαναλήψεις που ενηµερώνουν τους πίνακες Χ και Λ µε τέτοιο τρόπο που η 
συνάρτηση κόστους (6.15) να µειώνεται µονότονα σε κάθε επανάληψη.  

Οι ακόλουθες δύο εξισώσεις είναι αυτές που ενηµερώνουν τα κελιά των πινάκων xik και λk, µειώνουν το 
αποτέλεσµα της συνάρτησης κόστους και µετά από µια σειρά επαναλήψεων συγκλίνουν σε µια βέλτιστη 
λύση. 

xik B xik · 2a B   (6.21) 

Έπειτα κανονικοποιούµε τους παράγοντες xik έτσι ώστε  = 1,  k 

B B   (6.22) 

Έπειτα κανονικοποιούµε τους παράγοντες λk έτσι ώστε   = 1 

Μέλος κοινότητας 

Αρχικά υπολογίζουµε τους πίνακες Xt-1, Λt-1 την χρονική στιγµή t - 1 και τους πίνακες Xt, Λt την χρονική 
στιγµή t. Έπειτα ορίζουµε τον διαγώνιο πίνακα Dt του οποίου τα διαγώνια στοιχεία είναι τα αθροίσµατα της 
γραµµής XtΛt έτσι ώστε dt;ii = . 

Σχήµα 6.11 Αναπαράσταση των κοινοτήτων και της εξέλιξης τους 

← ·  ∑
j

wij  ·  λk  ·  xjk

(Χ Λ ΧΤ )ij

+ (1 − a) ·  yik

∑
i

xik  ∀

λk ← λk · a  · ∑
ij

wij  ·  xik  ·  xjk

(Χ Λ ΧT )ij

+ (1 − a) ·  ∑
i

yik

∑
k

λk

∑
j

(Xt Λt)ij
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Η µαλακή συµµετοχή του κόµβου ui σε κάθε κοινότητα προσδιορίζεται από την i-οστή γραµµή του πίνακα 
B . Δηλαδή κάθε κελί της γραµµής πίνακα αντιστοιχεί σε µια κοινότητα και η τιµή που έχει δείχνει σε 
τι ποσοστό ο κάθε χρήστης ανήκει σε αυτή την κοινότητα την χρονική στιγµή t. 

Στο σχήµα 6.11 απεικονίζεται η αναπαράσταση των κοινοτήτων και της εξέλιξης τους: (a) Ο διµερής γράφος 
την χρονική στιγµή t-1 και t, (b) Το δίκτυο κοινοτήτων την χρονική στιγµή t όπως προκύπτει από τον διµερή 
γράφο, (c) Το δίκτυο εξέλιξης από την χρονική στιγµή t -1 στην t.  

1. Δίκτυο κοινοτήτων 

Η δοµή των κοινοτήτων εκφράζεται από το γινόµενο των πινάκων B  το οποίο δίνει την οριακή 
κατανοµή των υπογράφων των κόµβων και είναι η δοµή των κοινοτήτων που ψάχναµε. Οι επαγόµενοι 
υπογράφοι των κόµβων των κοινοτήτων ονοµάζεται δίχτυ κοινοτήτων. Να σηµειώσουµε ότι για να εξάγουµε 
δίχτυ κοινοτήτων κάθε κόµβος ui συµµετάσχει σε όλες τις κοινότητες σε διαφορετικό βαθµό 

Δίχτυ εξέλιξης 

Το δίχτυ εξέλιξης δείχνει πως εξελίσσονται οι κοινότητες από το χρονικό στάδιο t - 1 στο t είτε µε το να 
διαχωρίζονται είτε µε το να ενώνονται. Η εξέλιξη των κοινοτήτων µπορεί να οριστεί ως η περίπτωση να 
ξεκινήσουµε από την κοινότητα ct-1;i την χρονική στιγµή t - 1, να περάσουµε µέσα από τον διµερή γράφο και 
να φτάσουµε την χρονική στιγµή t στην κοινότητα ct;j. Αυτή η διαδικασία που περνάµε από κοινότητα σε 
κοινότητα είναι το δίχτυ εξέλιξης που παρουσιάζει την εξέλιξη των κοινοτήτων όπως φαίνεται στο σχήµα 
4.2 (c). H πιθανότητα που ενώνει τις κοινότητες ct-1;i και ct;j είναι ίση µε P(ct-1;i,ct;j) = 

και P(ct;j|ct-1;i) = . Ξανά κάθε κόµβος  και κάθε ακµή συµβάλουν στην εξέλιξη από το το ct-1;i 

στο ct;j. Αυτό σηµαίνει πως όλοι οι χρήστες (κόµβοι) καθώς και όλες οι αλληλεπιδράσεις (ακµές) τους 
υπολογίζονται στην εξέλιξη των κοινοτήτων αλλά σε διαφορετικό βαθµό. 

Πολυπλοκότητα της µεθόδου 

Η αλγοριθµική µας διαδικασία βασίζεται στις εξισώσεις 6.20 και 6.21 που έχουν σκοπό να µειώσουν το 
κόστος της συνάρτησης 6.19. Αυτό το οποίο έχει την µεγαλύτερη χρονική πολυπλοκότητα είναι ο 
υπολογισµός του (ΧΛΤΤ)ij για όλα τα i,j  {1, …, n}. Ευτυχώς δεν χρειάζεται να υπολογίσουµε το γινόµενο 
των πινάκων για κάθε ζευγάρι (i,j) λόγω του ότι ο πίνακας W είναι αρκετά αραιός. Το πλήθος των µη 
µηδενικών στοιχείων είναι ο αριθµός των ακµών του γράφου στιγµιότυπου και ορίζεται ως l. Οπότε για κάθε 
µη µηδενικό στοιχείο υπολογίζουµε το (ΧΛΤΤ)ij το οποίο έχει πολυπλοκότητα O(lm). Με το m να είναι το 
πλήθος των κοινοτήτων. 

Στην ειδική περίπτωση που το πλήθος των κοινοτήτων είναι σταθερό και ο αριθµός των κόµβων είναι 
µικρότερος από έναν µέγιστο αριθµό η πολυπλοκότητα µπορεί να θεωρηθεί γραµµική ως προς το πλήθος 
των κόµβων O(n).  

6.4.Αναγνώριση των Χρηστών που Επηρεάζουν τις Κοινότητες


Κάποιοι χρήστες - κόµβοι του κοινωνικού µας γράφου παρατηρείται ότι έχουν την τάση να επηρεάζουν πιο 
πολύ τους υπόλοιπους χρήστες από ότι άλλοι. Σκοπός µας σε αυτή την ενότητα  είναι να βρούµε ποιοι είναι 
αυτοί οι χρήστες. 

D−1
t Xt Λt

Λt XT
t D−1

t Xt Λt

(Λt−1XT
t−1D−1

t Xt Λt)ij

(XT
t−1D−1

t Xt Λt)ij

∈
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‘Ένα κλασικό παράδειγµα που επεξηγεί την φύση του προβλήµατος που θα επιλύσουµε είναι το εξής. Αν 
έχουµε µια εταιρία η οποία θέλει να διαφηµίσει ένα προϊόν και σκοπεύει να διαθέσει α το πλήθος κοµµάτια 
από αυτό το προϊόν σε  καταναλωτές για να το διαφηµίσει. Ποιοι είναι αυτοί οι α καταναλωτές που αφού 
δοκιµάσουν το προϊόν θα επηρεάσουν και θα ενηµερώσουν µεγαλύτερο πλήθος φίλων, συγγενών και 
γνωστών τους για την ύπαρξη του. 

Σε αυτό το σηµείο θα χρειαστεί να εισάγουµε την έννοια του information cascade model (µοντέλο διάδοσης 
πληροφορίας καταρράκτη) που δηλώνει των τρόπο που µοντελοποιούµε την διάδοση πληροφοριών στον  
γράφο ενός κοινωνικού δικτύου. 

Όταν ο κόµβος v ενεργοποιείται δηλαδή υιοθετεί µια συµπεριφορά που µπορεί να επηρεάσει την κοινότητα 
έχει µια και µοναδική πιθανότητα να επηρεάσει δηλαδή να ενεργοποιήσει κάθε έναν από τους γειτονικούς 
του ανενεργούς κόµβους w. Η προσπάθεια που καταβάλει κάθε κόµβος για να ενεργοποιήσει έναν γειτονικό 
του κόµβου συµβολίζεται µε pp(v, w). Οπότε έχουµε µια σειρά σταδίων όπου στο κάθε ένα διαδοχικά 
κάποιοι ενεργοποιηµένοι κόµβοι προσπαθούν µέσω µιας πιθανότητας να ενεργοποιήσουν τους γειτονικούς 
τους κόµβους. Όσοι από αυτούς ενεργοποιηθούν ξανά συνεχίζουν την ίδια διαδικασία διάδοσης της 
ενεργοποίησης έως ότου δεν θα υπάρχουν άλλοι κόµβοι να ενεργοποιηθούν  

Διατυπώνοντας το πρόβληµα µας µε µια πιο αυστηρή µορφή θα λέγαµε. Έχοντας τον γράφο G του 
κοινωνικού δικτύου, ένα information cascade model και έναν µικρό αριθµό k σκοπός µας είναι να βρούµε 
τους k το πλήθος αρχικούς κόµβους που στο εξής θα τους ονοµάζουµε seeds (σπόρους) µε τους όποιους θα 
ξεκινήσει η διάδοση πληροφορίας µέσο του cascade model έτσι ώστε στο τέλος να έχει ενεργοποιηθεί το 
µέγιστο πλήθος κόµβων. 

 Εύρεση κόµβων µέγιστης επιρροής µέσω άπληστου αλγόριθµου. 

Οι Kempe, Kleinberg, και Tardos απέδειξαν ότι η βέλτιστη λύση του προβλήµατος είναι NP-hard  και 
πρότειναν έναν greedy (άπληστο) αλγόριθµο για την επίλυσή του. Η βασική ιδέα του αλγόριθµου αυτού 
είναι να ξεκινήσει µε ένα κενό σύνολο S να κάνει k επαναλήψεις όπου σε κάθε επανάληψη να προσθέτει 
έναν κόµβο v ο οποίος θα µεγιστοποιεί την τιµή f(S +v) - f(S). 

Η συνάρτηση f(S) δηλώνει τον αναµενόµενο αριθµό των κόµβων που θα έχουν ενεργοποιηθεί στο τέλος της 
διαδικασίας  αν το αρχικό σύνολο κόµβων που είναι ενεργοποιηµένο είναι το S. Η συνάρτηση f(S) είναι µη 
αρνητική, µονότονα αύξουσα και ικανοποιεί την ανισότητα 6.22 για όλα τα u B  V και για όλα τα ζευγάρια 
υποσυνόλων S και Τ µε S B T B V 

  

Αλγόριθµος (k,f) 6.6 

1:

2: για i=1 έως k

3:

4:

5: τέλος βρόχου για

6: Αποτέλεσµα S

Aρχικοποιώ S = B∅

Eπιλέγω u= arg Bm a xw∈V \S( f (S ∪ {w}) − f (S ))

S = S B  {u}∪

∈
⊆   ⊆  
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f(S B  {u}) - f(S)B f(T B  {u}) - f(T). (6.23) 

Που σηµαίνει ότι το οριακό της κέρδος της f(S) αν προσθέσουµε τον κόµβο u στο σύνολο S να είναι 
µεγαλύτερο ή ίσο µε το οριακό κέρδος της f(T) που έχουµε όταν προσθέτουµε τον κόµβο u στο Σύνολο T. 

Δυστυχώς ακόµη και ο αλγόριθµος αυτός δεν είναι αποδοτικός για µεγάλα δίκτυα. Ευτυχώς προτάθηκε από 
τους Wei Chen, Chi Wang, Yajun Wang ένας ευρετικός αλγόριθµος [12] ο οποίος µπορεί να διαχειριστεί 
δίκτυα εκατοµµυρίων χριστών και να βρει συνεπή αποτελέσµατα. Τον αλγόριθµο αυτόν που θεωρείται ο πιο 
διαδεδοµένος στην επίλυση του προβλήµατος της αναγνώρισης των χρηστών που επηρεάζουν περισσότερο 
την κοινότητα θα παρουσιάσουµε πιο αναλυτικά. 

Διάδοση συµπεριφοράς µέσω δέντρων επιρροής 

Η βασική ιδέα της µεθόδου αυτής είναι να χρησιµοποιήσει ένα κατευθυνόµενο δέντρο  (Arborescence [121]) 
για κάθε κόµβο του γράφου. Αυτή η δοµή δεδοµένων θα αναπαριστά τον τρόπο που επηρεάζονται οι κόµβοι 
δηλαδή πώς διαδίδεται η απόχτηση µια νέας συµπεριφοράς από τους χρήστες. 

 Το πρώτο πράγµα που πρέπει να γίνει για να σχηµατιστούν αυτά τα δέντρα είναι να υπολογίσουµε 
τα maximum influence paths (µονοπάτια µέγιστης επιρροής) µεταξύ κάθε ζευγαριού κόµβων µέσω του 
αλγόριθµου του συντοµότερου µονοπατιού του Dijkstra. Από όλα τα µονοπάτια που υπολογίσαµε θα 
αγνοήσουµε αυτά που η πιθανότητα τους είναι µικρότερη από ένα κατώφλι θ. Έπειτα ενώνουµε όλα αυτά τα 
µονοπάτια. Η ένωση θα γίνει µε τέτοιο τρόπο που να ενώνουµε αναµεταξύ τους µόνο αρχικούς ή τελικούς 
κόµβους των µονοπατιών για να σχηµατιστεί το δέντρο. 

 Τα µονοπάτια µέγιστης επιρροής Maximum Influence Paths στην συνέχεια θα τα αναφέρουµε ως  
MIPs και το µοντέλο που χρησιµοποιεί τα δέντρα µέγιστης επιρροής που προέκυψαν µετά την ένωση των 
µονοπατιών ως MIA και αντίστοιχα το όλο µοντέλο που περιγράφουµε ως ΜΙΑ µοντέλο. 

 Ο αλγόριθµος του µοντέλου MIA είναι αποδοτικός γιατί βασίζεται στα εξής δύο βήµατα  

(i)  Ο υπολογισµός της οριακής διάδοσης επιρροής υπολογίζεται µε αναδροµική κλήση συναρτήσεων 

(ii) Αφού επιλέξουµε έναν κόµβο µε µέγιστη διάδοση επιρροής για να τον προσθέσουµε στο S το µόνο που 
χρειάζεται είναι να ενηµερώσουµε τα δέντρα όπου σχετίζονται µε τον κόµβο αυτόν που προσθέσαµε ούτως 
ώστε να γίνουν οι επόµενες επιλογές κόµβων. 

Πιθανότητα διάδοσης και δέντρο µέγιστης διάδοσης επηρεασµού 

Ας δούµε πιο αναλυτικά πώς λειτουργεί η µέθοδος αυτή. Αρχικά έχουµε όπως έχουµε πει έναν 
κατευθυνόµενο γράφο G=(V,E) και για κάθε ακµή (u,v) B E µια τιµή pp(u,v) που δηλώνει την πιθανότητα 
να διαδοθεί ο επηρεασµός από τον κόµβο u στον κόµβο v. Δηλαδή το pp(u,v) δηλώνει ποια είναι η 
πιθανότητα εφόσον ο κόµβος u είναι ενεργοποιηµένος να επηρεάσει και να ενεργοποιήσει τον v στο επόµενο 
στάδιο. 

Έχοντας ένα υποσύνολο των κόµβων S B  V το µοντέλο µορφής καταρράκτη λειτουργεί ως εξής. St B  V 
είναι το σύνολο κόµβων που είναι ενεργοποιηµένοι στο στάδιο t. Σε κάθε στάδιο t+1 κάθε κόµβος u B  St 
µπορεί να ενεργοποιήσει κάποιους από τους γειτονικούς του u B  V\B  µε µια πιθανότητα pp(u,v). Η 
όλη διαδικασία συνεχίζεται και κόµβοι σε κάθε χρονικό στάδιο ενεργοποιούν άλλους κόµβους που οι 

∪   ≥   ∪

∈  

  ⊂ ⊂
∈

∈ U0≤i≤t Si
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τελευταίοι µε την σειρά τους στο επόµενο χρονικό στάδιο θα ενεργοποιήσουν άλλους. Η όλη διαδικασία 
τελειώνει στο στάδιο t όταν St = B . 

Να σηµειώσουµε ότι σε κάθε κόµβο που ενεργοποιείται έχει µόνο σ’ ένα στάδιο την ευκαιρία να 
ενεργοποιήσει τους γειτονικούς του και όχι σε επόµενα. Επίσης αφού ενεργοποιηθεί ένας κόµβος παραµένει 
ενεργοποιηµένος καθ’ όλη την διάρκεια της διαδικασίας.  

Στην συνέχεια θα συµβολίσουµε µε σI(S) την διάδοση επηρεασµού που αναµένουµε να προκύψει αφού 
έχουµε ενεργοποιήσει τους αρχικούς κόµβους S.  Δηλαδή το πλήθος των κόµβων που αναµένουµε να 
ενεργοποιηθούν 

Έχοντας ως είσοδο τον αριθµό k σκοπός µας είναι να βρούµε το υποσύνολο S* B  V τέτοιο ώστε |S*|=k και 
σI(S*)= max{σΙ(S) | |S| = k, S  V} 

Για ένα µονοπάτι P = <u = p1, p2, … , pm = v> ορίζουµε την πιθανότητα διάδοσης όπως φαίνεται από την 
εξίσωση 6.24 που εκφράζει την πιθανότητα ο κόµβος u να ενεργοποιήσει τον κόµβο v µέσα από το µονοπάτι 
P. Η φύση του γινοµένου γίνεται κατανοητή από το ότι χρειάζεται όλοι οι κόµβοι κατά µήκος του 
µονοπατιού να ενεργοποιηθούν. 

pp(P) = B   (6.24) 

Ορίζουµε ως P(G,u,v) το σύνολο όλων των µονοπατιών στον γράφο G που ενώνει τον κόµβο u µε τον κόµβο 
v και από όλα τα µονοπάτια που ενώνουν τον κόµβο u µε τον v ορίζουµε ως MIP αυτό µε την µεγαλύτερη 
τιµή pp(P) 

MIPG(u,v)=arg B   (6.25) 

Όπως έχουµε πει τα µονοπάτια µέγιστης επιρροής µπορούν να υπολογιστούν από τον αλγόριθµο του Dijstra 
[122]. Έπειτα για κάθε κόµβο u ενώνουµε όλα τα µονοπάτια που ξεκινούν ή τελειώνουν από αυτό τον κόµβο 
και η πιθανότητα διάδοσης P(u,v) τους ξεπερνάει ένα κατώφλι θ. Το κατώφλι θ το εφαρµόζουµε για να 
περιορίσουµε τα µονοπάτια MIPs που έχουν µικρή πιθανότητα διάδοσης. Με αυτό τον τρόπο σχηµατίζουµε 
για κάθε κόµβο το δέντρο µέγιστης διάδοσης επηρεασµού (ΜΙΑ) που ξεκινά από τον κόµβο που εξετάζουµε 
προς οποιονδήποτε άλλο κόµβο.  

MIA(u,θ) = B   (6.26) 

Διαισθητικά η συνάρτηση MIA(u,θ) δίνει τους κόµβους που επηρεάζονται από τον κόµβο u µε µια 
πιθανότητα που να ξεπερνά το κατώφλι θ. Αναλόγως µε την τιµή του θ θα έχουµε διαφορετικού µεγέθους 
δέντρο και πλήθος χρηστών που επηρεάζονται. 

∅

⊂
⊆

m−1

∏
i=1

pp(pi, pi+1)

max
P

{pp(P ) P  ∈ P(G, u , v)}

⋃
u∈V, pp(MIPG(u, v))≥θ

MIPG(u , v)
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Πιθανότητα ενεργοποίησης ενός κόµβου δεδοµένου  του δέντρου MIA(u,θ) 

Ορίζουµε ως ap(u,S,MIA(u,θ)) την πιθανότητα ο κόµβος u να ενεργοποιηθεί δεδοµένου  του δέντρου 
MIA(u,θ) που προκύπτει από ένα αρχικό σύνολο κόµβων S. Στον αλγόριθµο 6.2 δείχνουµε τον τρόπο που το 
ap(u,S,MIA(u,θ)) µπορεί να υπολογιστεί. ΤοNin (u, MIA(v,θ)) είναι το σύνολο των κόµβων που είναι 
γείτονες του κόµβου u στο MIA(u,θ) και οι ακµές τους έχουν κατεύθυνση προς το u. 

Διάδοση επιρροής από αρχικό πλήθος κόµβων και δέντρου MIA(u,θ) 

Ορίζουµε ως σΜ την τελική διάδοση επιρροής δηλαδή το πλήθος των κόµβων που θα έχουν ενεργοποιηθεί 
στο τέλος µε βάση τα δέντρο MIA(u,θ) και αρχικό πλήθος κόµβων S 

σΜ(S) =    (6.27) 

Σκοπός µας είναι να βρούµε ένα σύνολο µεγέθους k από τους κόµβους S που θα µεγιστοποιείται η 
συνάρτηση σΜ(S). Δυστυχώς ο υπολογισµός k κόµβων που µεγιστοποιούν την συνάρτηση σΜ(S) ανήκει 
στην κλάση πολυπλοκότητας NP-hard 

Παρόλα αυτά µπορούµε να χρησιµοποιήσουµε τον greedy αλγόριθµο 6.6(k,f) που αναφέραµε στην αρχή µε 
παράµετρο το σΜ  αντί του φ δηλαδή αλγόριθµος 6.6(k, σM ). Περαιτέρω αλγόριθµοι έχουν προταθεί που 
χρησιµοποιούν το λήµµα της γραµµικής επιρροής [120]. 

Πολυπλοκότητα της µεθόδου 

Ο αναδροµικός υπολογισµός του ap(u) από τον αλγόριθµο 6.7 και την εξίσωση 6.27 έχει πολυωνυµική 
πολυπλοκότητα. Αν χρησιµοποιήσουµε και τον greedy αλγόριθµο 6.6 πάλι η πολυπλοκότητα της µεθόδου θα 
παραµείνει πολυωνυµική. Αυτό αιτιολογείται από το ότι η αναδροµή του αλγορίθµου 6.6 µπορεί να 
µετατραπεί σε µια επαναληπτική διαδικασία όπου οι κόµβοι u στο MIA(u,θ) µπορούν να υπολογισθούν µε 
ένα πέρασµα του δέντρου  από τα φύλλα προς την ρίζα. 

Αλγόριθµος 6.7 ap(u,S,MIA(u,θ))

1:

2: ap(u) = 1

3:

4: ap(u) = 1

5: αλλιώς

6:

7: τέλος αν

Αν u B  S τότε∈

αλλιώς αν Νin(u) =  τότε∅

ap(u) = 1 B  B  − ∏
w∈Nin

(1 − a p (w) · pp (w, u))

∑
u∈V

ap(u , S, MI A(u , θ ))
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6.5.Αναγνώριση Κοινοτήτων με την  Κατηγοριοποίηση Κειμένων 
με Γράφους Ν-γραμμάτων


Στα κοινωνικά δίκτυα παρουσιάζονται οµάδες χρηστών που έχουν κοινά ενδιαφέροντα, δραστηριότητες, 
επικοινωνούν και δηµιουργούν κοινότητες. Η κοινότητα στην οποία µπορεί να ανήκει ένας χρήστης 
κοινωνικού δικτύου εξαρτάται από το πεδίο εφαρµογής και τις ανάγκες κάθε εφαρµογής. Οι εφαρµογές  που 
διαχειρίζονται κείµενα που γράφουν οι χρήστες µπορούν να χρησιµοποιήσουν τεχνικές κατηγοριοποίησης 
κειµένων για την αναγνώριση και σχηµατισµό συγκεκριµένων θεµατικών κοινοτήτων. Σε αυτό το κεφάλαιο 
εξετάζουµε πως η µέθοδος κατηγοριοποίησης κειµένων που κάνει χρήση του µοντέλου αναπαράστασης ΓΝΓ 
µπορεί να χρησιµοποιηθεί για την αναγνώριση κοινοτήτων.  

Οι χρήστες κοινωνικών δικτύων σχηµατίζουν θεµατικές κοινότητες µε βάση τα θέµατα που 
διαπραγµατεύονται στις αναρτήσεις τους, την θέση στην οποία βρίσκονται και τα ενδιαφέροντα τους. Το 
πρόβληµα της αναγνώρισης κοινοτήτων στα κοινωνικά δίκτυα µπορεί να αναχθεί σε ένα πρόβληµα 
κατηγοριοποίησης των κειµένων που γράφουν οι χρήστες όπου κάθε θεµατική κοινότητα αναπαριστάται από 
έναν θεµατικό ΓΝΓ και κάθε χρήστης από έναν ΓΝΓ που σχηµατίστηκε σύµφωνα µε τα κείµενα που 
δηµοσίευσε. Οι γράφοι σχηµατίζονται, συγκρίνονται και οι χρήστες κατηγοριοποιούνται ακολουθώντας το 
µοντέλο επιβλεπόµενης µηχανικής µάθησης όπως το είδαµε στην ενότητα 4. 

Σχήµα 6.12 Αναγνώριση θεµατικών κοινοτήτων µε βάση τα κείµενα που γράφουν οι χρήστες 

Για την εφαρµογή και αξιολόγηση της αναγνώρισης θεµατικών κοινοτήτων µέσω της κατηγοριοποίησης 
κειµένων µε το µοντέλο αναπαράστασης ΓΝΓ χρησιµοποιήσαµε το σύνολο δεδοµένων Benevento που 
περιγράφεται στην επόµενη ενότητα. Επίσης αξίζει να αναφερθεί ότι το προτεινόµενο µοντέλο αναγνώρισης 
κοινοτήτων και το σύνολο δεδοµένων Benevento χρησιµοποιήθηκαν  στο ερευνητικό έργο Super. 

6.5.1.Το σύνολο δεδομένων Benevento

Το σύνολο δεδοµένων Benevento έχει φτιαχτεί για την εκπαίδευση και αξιολόγηση του µοντέλου 
αναγνώρισης κοινοτήτων που σχηµατίζονται πριν και κατά τη διάρκεια µιας φυσικής καταστροφής ή 
έκτακτης ανάγκης.  Συγκεκριµένα στις 15 Οκτωβρίου 2015 στην περιοχή Benevento της Ιταλίας υπήρξε µια 
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βροχόπτωση που πληµµύρισε πολλούς δρόµους και σπίτια και προκάλεσε πολλές καταστροφές σε 
περιουσίες πολιτών. Κατά τη διάρκεια και µετά από αυτό το γεγονός ανακτήσαµε tweets χρησιµοποιώντας 
τον crawler SocIos τα οποία κατηγοριοποιήθηκαν από το εξειδικευµένο προσωπικό της Υπηρεσίας 
Πολιτικής Προστασίας της Περιφέρειας της Καµπανίας (Civil Protection Service of Campania Region). 
Αυτό το σύνολο δεδοµένων χρησιµοποιήθηκε για την εκπαίδευση και την πειραµατική δοκιµή της µεθόδου 
µας. 

Αυτό το σύνολο δεδοµένων έχει µια ακόµη σηµασία επειδή είναι η πρώτη φορά που αναλυτές κοινωνικών 
δικτύων έχουν διερευνήσει ποιες κοινότητες σχηµατίζονται και αναρτούν κείµενα πριν, µετά και κατά τη 
διάρκεια µιας φυσικής καταστροφής. Στις παρακάτω παραγράφους δίνουµε κάποια στοιχεία για το 
περιστατικό που έλαβε µέρος στην περιοχή Benevento της Ιταλίας και για την κατασκευή του αντίστοιχου 
συνόλου δεδοµένων. 

Benevento 15  Οκτωβρίου 

Πολλές περιοχές στην κεντρική Ιταλία υποβλήθηκαν σε ισχυρές καταιγίδες και έντονες βροχές στις 15 
Οκτωβρίου 2015 και τις επόµενες ηµέρες [123] [124]. Περισσότερο από 150 χιλιοστά βροχοπτώσεων 
έπεσαν µόνο σε λίγες ώρες στην περιοχή του Benevento. Οι συνέπειες των ακραίων καιρικών συνθηκών 
ήταν η υπερχείλιση του τοπικού ποταµού, σπίτια και δρόµοι να πληµµυρίσουν, κατολισθήσεις, δέντρα 
ξεριζωµένα, πέντε αναφορές θανάτου και περισσότεροι από 1.500 εργαζόµενοι στο Benevento δεν µπόρεσαν 
να εργαστούν αυτές τις µέρες. 

Η απάντηση των αρχών ήταν άµεση. Η αστυνοµία, ο στρατός, οι εργαζόµενοι πολιτικής προστασίας, οι 
πυροσβέστες και δεκάδες εθελοντές εργάστηκαν για να µετριάσουν τη φυσική καταστροφή. Επιπλέον, η 
τράπεζα της Νάπολης προσέφερε πέντε εκατοµµύρια ευρώ σε οικογένειες και επιχειρήσεις που επλήγησαν 
από τις πληµµύρες. Οι κάτοικοι αντιµετώπισαν ακόµη µεγαλύτερα προβλήµατα από τις έντονες 
βροχοπτώσεις, όπως για παράδειγµα διακοπές ρεύµατος που τους άφησαν παγιδευµένους σε ανελκυστήρες 
και οδηγούς αυτοκινήτων που εγκλωβίστηκαν στα αυτοκίνητά τους από την λάσπη και την πληµµύρα. Όλα 
αυτά τα περιστατικά υποδεικνύουν τη µεγάλη ανάγκη άµεσης και καλής επικοινωνίας µεταξύ των µέσων 
ενηµέρωσης, των θυµάτων και των αρχών. 

Διαδικασία ανάκτησης δεδοµένων 

Κατά την διάρκεια των ηµερών που συνέβησαν τα ακραία καιρικά φαινόµενα καθώς και τις επόµενες, 
δηµοσιεύτηκαν πολλά tweets που αναφέρονταν στη φυσική καταστροφή και τις συνέπειές της. Το SocIoS 
api χρησιµοποιήθηκε για την ανάκτηση χιλιάδων από αυτά τα tweets από την 15η Οκτωβρίου 2015 έως την 
5η Νοεµβρίου 2015. Η ανάκτηση των tweets έγινε µε βάση τις ηµέρες και τη θέση του γεγονότος, τον 
περιορισµό ότι το κείµενο τους να είναι στην ιταλική γλώσσα και να περιλαµβάνουν κάποιες συγκεκριµένες 
λέξεις-κλειδιά. Οι λέξεις-κλειδιά ορίστηκαν από την Υπηρεσία Πολιτικής Προστασίας της Περιφέρειας της 
Καµπανίας και αναφέρονται στον παρακάτω πίνακα. 

Πίνακας 6.1 λέξεις-κλειδιά που χρησιµοποιήθηκαν για το σύνολο δεδοµένων Benevento 

Λέξη-κλειδί Μετάφραση-Επεξήγηση

allertameteocam ειδοποίηση καιρού

alluvione πληµµύρα

benevento µπενεβέντο

beneventorialzati σήκω µπενεβεντο

rummo ένα εργοστάσιο ζυµαρικών που έχει καταστραφεί από την πληµµύρα

saverummo σώστε το rummo

savesannio το Sannio είναι ένα όνοµα που χρησιµοποιείται συχνά για την επαρχία Benevento
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Από το API SocIos παρήχθησαν 121 JSON αρχεία. Κάθε ένα από αυτά τα αρχεία αφορούσε µια 
συγκεκριµένη ηµέρα και λέξη-κλειδί. Τα αρχεία αυτά δόθηκαν στην Υπηρεσία Πολιτικής Προστασίας της 
Περιφέρειας της Καµπανίας για να τα κατηγοριοποιήσουν. Οι υπάλληλοι της Πολιτικής Προστασίας  
διάβασαν τα αρχεία, αφαίρεσαν τα µη σχετικά tweets, ανίχνευσαν τις θεµατικές κοινότητες χρηστών που 
σχετίστηκαν µε την φυσική καταστροφή και τα ταξινόµησαν. Από την µελέτη και την επεξεργασία του 
συνόλου δεδοµένων Benevento εµφανίστηκαν οι ακόλουθες πέντε θεµατικές κοινότητες. 

Πίνακας 6.2 Κοινότητες που ανιχνεύθηκαν 

Μορφή του συνόλου δεδοµένων Benevento 

Το σύνολο δεδοµένων Benevento περιέχει ένα σύνολο κειµένων από 2097 tweets τα οποία διανέµονται στις 
πέντε προαναφερόµενες κατηγορίες. Το σύνολο δεδοµένων είναι ανόµοια κατανεµηµένο µε ορισµένες 
κατηγορίες να περιέχουν πολύ περισσότερα tweets από άλλες όπως φαίνεται στον πίνακα 6.3. Το 
χαρακτηριστικό αυτό του συνόλου δεδοµένων καθιστά την διαδικασία ταξινόµησης µια ακόµη πιο δύσκολη 
διαδικασία επειδή οι χρήστες που δηµοσιεύουν tweets και ανήκουν σε µικρές κατηγορίες τείνουν να 
ταξινοµούνται στις µεγάλες κατηγορίες που περιέχουν πολλά tweets. Για να αντιµετωπίσουµε αυτό το 
πρόβληµα χρησιµοποιήσαµε κανονικοποιηµένες µετρήσεις για την σύγκριση των γράφων και την 
ταξινόµηση των χρηστών. 

Πίνακας 6.3 Διανοµή tweets σε θεµατικές κοινότητες 

Χρήση του συνόλου δεδοµένων Benevento 

Το σύνολο δεδοµένων Benevento χρησιµοποιήθηκε για δύο διαφορετικούς σκοπούς. Ο πρώτος σκοπός ήταν 
να κάνουµε πειράµατα και να αξιολογήσουµε και να συγκρίνουµε το προτεινόµενο µοντέλο αναγνώρισης 
θεµατικών κοινοτήτων χρησιµοποιώντας ένα πραγµατικό σύνολο δεδοµένων. Ο δεύτερος σκοπός ήταν να 
δηµιουργηθεί ένα σύνολο δεδοµένων που θα µπορεί να χρησιµοποιηθεί για την ανάλυση και την εκπαίδευση 
µοντέλων αναγνώρισης κοινοτήτων που αφορά περιστατικά έκτακτης ανάγκης και φυσικών καταστροφών. 

Detected Communities Explanation

Γενικοί χρήστες SN χρήστες που συµµετείχαν στην εκδήλωση φυσικών καταστροφών.

Μέσα ενηµέρωσης Νέα εφηµερίδων, τηλεοράσεων, καναλιών και άλλων µέσων

Μέσα µεταφοράς Ανακοινώσεις µέσων µεταφοράς

Εθελοντές Χρήστες SN που επιθυµούν να παρέχουν τις υπηρεσίες τους 

Μη εφαρµόσιµο Χρήστες SN που δεν ανήκουν σε κάποια συγκεκριµένη κοινότητα.

Μέσα ενηµέρωσης Μέσα µεταφοράς Γενικοί χρήστες Εθελοντές Μη εφαρµόσιµο

Αριθµός Tweets 186 25 1012 297 577
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6.5.2.Μοντέλο κατηγοριοποίησης

Στο µοντέλο που προτείνουµε, τα κείµενα που αναρτούν οι χρήστες κοινωνικών δικτύων και οι θεµατικές 
κατηγορίες µπορούν να αναπαρίστανται ως ΓΝΓ. Συγκρίνοντας τον ΓΝΓ του χρήστη µε τον ΓΝΓ µιας 
θεµατικής κατηγορίας, µπορούµε να έχουµε µια καλή εκτίµηση αν ο χρήστης διαπραγµατεύεται ένα θέµα 
που χαρακτηρίζει µια οµάδα ανθρώπων.  

Ένας ΓΝΓ είναι σε θέση να εκφράσει συνοπτικά το θέµα ενός κειµένου ή ενός συνόλου κειµένων. Οι ΓΝΓ 
προσφέρουν µια συνοπτική αναπαράσταση κειµένων και µπορούν να χρησιµοποιηθούν σε εφαρµογές 
κατηγοριοποίησης. 

Το σύνολο των κειµένων που δηµοσιεύει και ανταλλάσσει ένας χρήστης αναπαρίσταται ως ΓΝΓ και µπορεί 
να συγκριθεί µε όλoυς τους ΓΝΓ των θεµατικών κοινοτήτων. Το υψηλότερο αποτέλεσµα σύγκρισης µπορεί 
να υποδεικνύει την πιο σχετική κοινότητα που ενδέχεται να ανήκει ένας χρήστης. Έτσι, το πρόβληµα 
αναγνώρισης θεµατικών κοινοτήτων ανάγεται σε ένα πρόβληµα σύγκρισης γράφων. 

Η διαδικασία κατηγοριοποίησης των κειµένων που δηµοσίευσαν οι χρήστες πραγµατοποιήθηκε όπως 
περιγράφεται στην ενότητα 4 µοντέλο κατηγοριοποίησης κειµένων µε Γράφους Ν-γραµµάτων. όπου 
προστέθηκε ένα επίπεδο παραπάνω µε τους χρήστες να αναπαρίστανται από το σύνολο των κειµένων που 
έχουν γράψει. Η κατασκευή των γράφων, οι µετρικές σύγκρισης γράφων, οι διανυσµατικοί ταξινοµητές και 
οι µέθοδοι αξιολόγησης χαρακτηριστικών που χρησιµοποιήθηκαν περιγράφονται στην ενότητα 4. Στο 
επόµενο κεφάλαιο περιγράφουµε τα πειραµατικά αποτελέσµατα µε το σύνολο δεδοµένων Benevento. 

6.5.3.Πειραματικά αποτελέσματα

Τα πειράµατα πραγµατοποιήθηκαν σε επιτραπέζιο υπολογιστή βασικών προϊόντων. Η γλώσσα 
προγραµµατισµού Java χρησιµοποιείται για την υλοποίηση και εφαρµογή της κατασκευής γράφων, των 
µετρικών οµοιότητας, της επιλογής χαρακτηριστικών και της ταξινόµησης. Η αξιολόγηση 
πραγµατοποιήθηκε χρησιµοποιώντας τη βιβλιοθήκη scikit-learn της python και εφαρµόστηκε η δεκαπλή-
αναδιπλώσεων διασταυρούµενη αξιολόγηση. 

Εφαρµογή του Μπεϋζιανού ταξινοµητή 

Το πρώτο σύνολο πειραµάτων πραγµατοποιήθηκε χρησιµοποιώντας µη σταθµισµένους γράφους, µε 
οµοιότητα περιεχοµένου και την απλή µέθοδο ταξινόµησης Bayes για Ν-γραµµάρια µε Ν από δύο έως δέκα. 
Παρατηρούµε ότι τα 3Grams και τα 4Grams έχουν τις υψηλότερες Μίκρο και Μάκρο µετρήσεις 
αξιολόγησης. 

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

2Grams 0,7027 0,7238 0,6992 0,7371

3Grams 0,7507 0,7496 0,7392 0,7852

4Grams 0,7429 0,7563 0,7377 0,7762

5Grams 0,7237 0,7486 0,7229 0,7562

6Grams 0,7102 0,7520 0,7145 0,7476

7Grams 0,6927 0,7559 0,7011 0,7338

8Grams 0,6872 0,7618 0,6974 0,7319

9Grams 0,6764 0,7566 0,6867 0,7214
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Πίνακας 6.4 Πειράµατα µε τον ταξινοµητή Bayes 

Πίνακας 6.5 Πειράµατα µε τον ταξινοµητή Bayes και κριτήριο αµοιβαίας πληροφορίας 

Στη συνέχεια πραγµατοποιήθηκαν πειράµατα µε βάση το κριτήριο επιλογής χαρακτηριστικών της Αµοιβαίας 
Πληροφορίας (Mutual Information). Το κριτήριο αυτό συνέβαλε στο να µειωθούν οι ανάγκες των πόρων 
µνήµης και του χρόνου εκτέλεσης, αλλά η ακρίβεια της µεθόδου µειώθηκε επίσης. 

Πειράµατα µε τον ταξινόµητη SVM 

Η ακρίβεια της µεθόδου βελτιώνεται µε τον ταξινοµητή SVM. Αλλά όπως φαίνεται στον παρακάτω πίνακα 
δεν είναι σαφές ποιος είναι ο καλύτερος βαθµός N για τα Ν-γράµµατα. Το υψηλότερο αποτέλεσµα Μάκρο  
Φ-µέτρου επιτυγχάνεται µε N = 2 και Μίκρο Φ-µέτρου µε Ν=4. 

Χρησιµοποιώντας το κριτήριο της αµοιβαίας πληροφορίας παρατηρούµε ξανά µείωση σε όλες τις µετρήσεις 
αξιολόγησης αλλά και ταυτόχρονα υπήρξε µείωση των υπολογιστικών πόρων και του χρόνου απόκρισης. 

10Grams 0,6717 0,7532 0,6812 0,7167

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

2Grams 0,6945 0,7062 0,6870 0,7218

3Grams 0,7445 0,7399 0,7308 0,7718

4Grams 0,7348 0,7493 0,7264 0,7632

5Grams 0,7178 0,7478 0,7140 0,7480

6Grams 0,7051 0,7495 0,7041 0,7327

7Grams 0,6806 0,7467 0,6828 0,7108

8Grams 0,6652 0,7462 0,6685 0,6980

9Grams 0,6648 0,7553 0,6699 0,7126

10Grams 0,6609 0,7002 0,6419 0,6667

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

2Grams 0,7520 0,7864 0,7467 0,7271

3Grams 0,7054 0,8088 0,6948 0,7757

4Grams 0,7249 0,8073 0,7317 0,7929

5Grams 0,7177 0,8068 0,7275 0,7838

6Grams 0,6935 0,8098 0,7083 0,7543

7Grams 0,6737 0,8038 0,6880 0,7281

8Grams 0,6648 0,7974 0,6776 0,7152
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Πίνακας 6.6 Πειράµατα µε πυρήνα ταξινόµησης SVM  

Πίνακας 6.7 Πειράµατα µε τον ταξινοµητή SVM και κριτήριο Αµοιβαίας Πληροφορίας 

6.6.Συμπεράσματα


Η αναγνώριση κοινοτήτων σ’ ένα κοινωνικό δίκτυο είναι ένα πρόβληµα που µπορεί να επιλυθεί από τρεις 
διαφορετικές προσεγγίσεις, τοπολογικά, σηµασιολογικά και εξελικτικά. Η επιλογή της µεθόδου εξαρτάται 
από τις πληροφορίες που µας παρέχονται από το κοινωνικό δίκτυο και από το πώς µας ζητούν να 
θεωρήσουµε και να σχηµατίσουµε τις κοινότητες. 

Οι πληροφορίες που µας παρέχονται µπορεί να είναι απλώς σχέσεις µεταξύ χρηστών. Δηλαδή χρήστες οι 
οποίοι είναι φίλοι, επικοινωνούν αναµεταξύ τους, προσπελαύνουν κοινά δεδοµένα χωρίς να έχουµε 
πρόσβαση στα δεδοµένα αυτά ή σηµασιολογικά δεδοµένα δηλαδή κείµενα τα οποία θα διαβαστούν από ένα 
αυτοµατοποιηµένο πρόγραµµα και θα κατανοήσουν µε τι θέµατα ασχολείται ο συγγραφέας τους ή ο 
αναγνώστης του. 

Το πώς θα σχηµατίσουµε τις κοινότητες εξαρτάται από το αν θεωρούµε τις κοινότητες ως κάτι στατικό ή 
δυναµικό. Οι στατικές κοινότητες δηµιουργήθηκαν κάποια στιγµή και το µόνο που µας απασχολεί είναι 
ποιοι χρήστες θα είναι µέλη τους. Οι δυναµικές κοινότητες εξελίσσονται µε την πάροδο του χρόνου. 
Κοινότητες θα δηµιουργούνται µε την πάροδο του χρόνου που θα απεικονίζουν την εξέλιξη των 
ενδιαφερόντων που έχουν οι χρήστες. 

Ερωτήµατα που επίσης µας απασχολούν είναι αν είναι γνωστός από πριν ο αριθµός και τα θέµατα  των 
κοινοτήτων που θα έχουµε, αν θέλουµε οι χρήστες να ανήκουν σε περισσότερες από µια κοινότητες µε 
διαφορετικό βαθµό, καθώς βέβαια και το µέγεθος των δεδοµένων και η πολυπλοκότητα επίλυσης του 
προβλήµατος. 

Αναλόγως µε τις απαντήσεις στα παραπάνω ερωτήµατα θα πρέπει να ακολουθήσουµε µια από τις µεθόδους 
που αναφέραµε στις προηγούµενες ενότητες. Ευτυχώς οι αλγόριθµοι είναι αρκετά γενικοί και ευέλικτοι 
οπότε οι µέθοδοι µπορούν να προσαρµοστούν για να δώσουν απαντήσεις σε οποιεσδήποτε απαιτήσεις και 
κοινωνικό δίκτυο εφαρµοστούν. 

9Grams 0,6555 0,7983 0,6672 0,7038

10Grams 0,6484 0,7981 0,6594 0,6962

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

2Grams 0,8622 0,9811 0,8747 0,6958

3Grams 0,8303 0,9122 0,8126 0,7663

4Grams 0,7130 0,7946 0,7125 0,7897

5Grams 0,7117 0,7915 0,7181 0,7830

6Grams 0,6937 0,7966 0,7042 0,7625

7Grams 0,6794 0,7889 0,6914 0,7439

8Grams 0,6631 0,7989 0,6775 0,7253

9Grams 0,6475 0,7984 0,6616 0,7058

10Grams 0,6413 0,7978 0,6549 0,6981
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Ένα σηµαντικό πλεονέκτηµα της µεθόδου ταξινόµησης µε το µοντέλο αναπαράστασης ΓΝΓ για την 
ανίχνευση θεµατικών κοινοτήτων είναι ότι δεν χρησιµοποιεί το µοντέλο του σάκου λέξεων. Οι περισσότερες 
από τις µεθόδους ταξινόµησης αντιπροσωπεύουν τα κείµενα ως ένα σύνολο όρων ή αναγάγουν ένα κείµενο 
σε ένα σύνολο από λανθάνουσες µεταβλητές. Αυτές οι µέθοδοι µπορούν να καταγράψουν ποιοι όροι 
περιλαµβάνονται σε κάθε κατηγορία αλλά δεν µπορούν να αποτυπώσουν την ακολουθία αυτών των όρων. Η 
ακολουθία των όρων στο αρχικό κείµενο είναι πληροφορία που είναι σηµαντική στα κριτήρια ταξινόµησης. 
Το µοντέλο ταξινόµησης µε ΓΝΓ χρησιµοποιεί και αποδίδει την διάταξη και την αλληλουχία των λέξεων. 

Το µοντέλο ταξινόµησης µε ΓΝΓ µπορεί να έχει γενική χρήση. Δεν είναι εξειδικευµένο µόνο για µηνύµατα 
στο Twitter ή αναρτήσεις στο Facebook, αλλά µπορεί να έχει γενική χρήση σε οποιοδήποτε είδος κειµένων ή 
και ακόµη και µεταδεδοµένα µπορούν να αναπαρασταθούν ως ΓΝΓ µε την προϋπόθεση ότι τα αντικείµενα 
ταξινόµησης συνοδεύονται από δεδοµένα κειµένου που είναι µεγαλύτερα από τρεις ή τέσσερις λέξεις. 

Η υπολογιστική πολυπλοκότητα της µεθόδου είναι χαµηλή. Η πολυπλοκότητα της κατασκευής γράφων είναι 
O (l) όπου l είναι ο συνολικός αριθµός των γραµµάτων και η πολυπλοκότητα της µεθόδου οµοιότητας 
γραφηµάτων είναι O ( B ) όπου B  και B  είναι ο αριθµός των ακµών σε δύο γράφους που συγκρίνονται. 
Η πολυπλοκότητα µειώνεται σε περίπτωση που αφαιρεθούν οι ακµές που δεν συµβάλλουν στην διαδικασία 
ταξινόµησης. 

Η µερική αντιστοίχιση λέξεων δεν υποστηρίζεται στις περισσότερες µεθόδους ταξινόµησης. Εάν µια λέξη 
διαφέρει από µιαν άλλη µόνο σε ένα γράµµα, θα θεωρηθεί ως µια διαφορετική λέξη. Μια λέξη µε 
ορθογραφικά λάθη µπορεί να υπάρχει κατά λάθος ή από πρόθεση (π.χ. νεολογισµός). Το. µοντέλο ΓΝΓ 
µπορεί να ανιχνεύσει αυτές τις µικρές διαφοροποιήσεις και να διαχειριστεί τις λέξεις µε µια µερική 
οµοιότητα. 

Η αναπαράστση µε ΓΝΓ µπορεί να συµπυκνώσει το ύφος ενός συγγραφέα ή µιας οµάδας συγγραφέων. Οι 
λέξεις που είναι γραµµένες και η ακολουθία τους διατηρούνται στη δοµή των γράφων και υποδηλώνουν ένα 
προσωπικό στιλ που µπορεί να συµβάλει θετικά στη διαδικασία ταξινόµησης. 

Η παραλληλοποίηση του µοντέλου είναι εύκολο να επιτευχθεί όπως δείξαµε στην ενότητα 4. Κάθε 
αναπαράσταση ΓΝΓ µπορεί να συγκριθεί ταυτόχρονα µε πολλές αναπαραστάσεις ΓΝΓ θεµατικών 
κατηγοριών. Δεν υπάρχουν εξαρτήσεις µεταξύ των διαδικασιών σύγκρισης γράφων. Μετά από όλες τις 
παράλληλες συγκρίσεις, το κείµενο θα ανήκει στην κατηγορία µε την υψηλότερη βαθµολογία οµοιότητας. 

Η προσαρµοστικότητα της κατηγοριοποίησης κειµένων µε ΓΝΓ είναι ένα σηµαντικό πλεονέκτηµα. Στα 
περισσότερα από τα προβλήµατα ανίχνευσης θεµατικών κοινοτήτων, οι κοινότητες εξελίσσονται συνεχώς. 
Νέες δηµοσιεύσεις γράφονται οι οποίες είναι χρήσιµο να ενσωµατωθούν στο σύνολο αναπαράστασης 
δεδοµένων των κατηγοριών. Επίσης το προτεινόµενο µοντέλο έχει το πλεονέκτηµα να ανακατασκευάσει 
εύκολα τους γράφους αναπαράστασης κάθε κατηγορίας προσθέτοντας µόνο µερικούς κόµβους και ακµές ή 
αλλάζοντας κάποια βάρη ακµών. 

 

e1 · e2 e1 e2
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7. Εφαρμογή στην Ανάλυση Συναισθήματος σε Μέσα 
Κοινωνικών Δικτύων


Η αυτόµατη και γρήγορη αξιολόγηση της συναισθηµατικής θέσης έχει γίνει ένα απαραίτητο εργαλείο στον 
χώρο της ανάλυσης των µέσων κοινωνικών δικτύων καθώς και σε άλλους τοµείς όπως το µάρκετινγκ.  Η 
ανάλυση συναισθήµατος περιλαµβάνει την αναγνώριση της συναισθηµατικής θέσης που εκφράζει ο 
συγγραφέας ενός κειµένου. Συνήθως οι συναισθηµατικές θέσεις είναι τρεις, θετική, ουδέτερη και αρνητική. 
Η ανάλυση συναισθήµατος σε κείµενα που προέρχονται από κοινωνικά δίκτυα είναι ένα πρόβληµα που 
µπορεί να αναχθεί σε µια διαδικασία αυτόµατης κατηγοριοποίησης κειµένων όπου η κατηγοριοποίηση των 
κειµένων γίνεται στις τρεις προαναφερθείσες συναισθηµατικές κατηγορίες.  

Το µοντέλο αναπαράστασης ΓΝΓ µε χαρακτήρες έχεις εφαρµοστεί για της ανάγκες της συναισθηµατικής 
ανάλυσης και παρουσίασε πολύ καλά αποτελέσµατα. Στο παρόν κεφάλαιο θα εφαρµόσουµε και θα 
αξιολογήσουµε την τεχνική κατηγοριοποίησης κειµένων που κάνει χρήση µιας παραλλαγής των ΓΝΓ όπου 
αντί για χαρακτήρες έχουµε λέξεις. 

Με παρόµοιο τρόπο βλέπουµε ότι η ακολουθία των λέξεων µπορεί να αναπαρασταθεί χρησιµοποιώντας 
γράφους στους οποίους εφαρµόζονται µετρήσεις οµοιότητας γράφων και αλγόριθµοι ταξινόµησης. Τα 
πειράµατα που πραγµατοποιήθηκαν µε αυτήν τη µέθοδο σε ένα σύνολο δεδοµένων Twitter για την 
πρόβλεψη συναισθηµάτων επικυρώνουν το προτεινόµενο µοντέλο και µας επιτρέπουν να κατανοήσουµε 
περαιτέρω τις µετρήσεις και τα χαρακτηριστικά της µεθόδου. 

7.1.Εισαγωγή στην Ανάλυση Συναισθήματος σε Μέσα Κοινωνικών 
Δικτύων


Το πρόβληµα της ανάλυσης συναισθήµατος από αναρτήσεις στα µέσα κοινωνικών δικτύων περιλαµβάνει 
δύο σηµαντικές προκλήσεις, τον περιορισµό χαρακτήρων που τίθεται σε κοινωνικά δίκτυα όπως το Twitter 
και η χρήση της γλώσσας που δεν τηρεί πλήρως τους γραµµατικούς και συντακτικούς κανόνες. Ως 
αντιµετώπιση αυτών έρχεται η προτεινόµενη προσέγγιση η οποία χρησιµοποιεί µια µοντελοποίηση και 
συναισθηµατική κατηγοριοποίηση κειµένων, η οποία ονοµάζεται µέθοδος ανάλυσης συναισθηµάτων µε 
γράφους λέξεων. 

Αυτή η προσέγγιση συνδυάζει τη δοµή των γράφων, τις µετρήσεις οµοιότητας γράφων και µεθόδους 
ταξινόµησης προκειµένου να αναγνωριστεί το συναίσθηµα που εκφράζει ο συντάκτης του εγγράφου προς 
µια συναισθηµατική κατηγορία. Στο µοντέλο γράφων λέξεων οι λέξεις που περιέχονται σε ένα σύντοµο 
κείµενο αντιπροσωπεύονται ως κόµβοι και η εγγύτητα µεταξύ των λέξεων ως ακµές. 

Το µοντέλο γράφων λέξεων χρησιµοποιείται για να αντιπροσωπεύει τις συναισθηµατικές κατηγορίες µε 
βάση ένα σύνολο δεδοµένων εκπαίδευσης. Στη συνέχεια εφαρµόζεται µια τεχνική οµοιότητας γράφων για 
την σύγκριση κάθε κειµένου µε τις τρεις συναισθηµατικές κατηγορίες. Τα αποτελέσµατα της σύγκρισης 
δηµιουργούν µια νέα αναπαράσταση κειµένων ως διανύσµατα τριών διαστάσεων και η πρόβλεψη 
συναισθήµατος πραγµατοποιείται µε τη χρήση µεθόδων ταξινόµησης διανυσµάτων. 

Για την εύρεση των παραµέτρων και των τεχνικών που παράγουν τις πιο ακριβείς προβλέψεις εξετάζονται 
πολλές εναλλακτικές προσεγγίσεις σε κάθε στάδιο. Η καταλληλότητα και η δυνατότητα εφαρµογής της 
µεθόδου αποδεικνύονται µε µετρήσεις που ποσοτικοποιούν την οµοιότητα των συναισθηµάτων που 
εκφράζονται µε βάση την γειτνίαση των λέξεων. 

Πειράµατα διεξάγονται για κάθε µία από τις παραµέτρους και τις τεχνικές που περιλαµβάνονται. Επιπλέον,  
για την αξιολόγηση και σύγκριση της προτεινόµενης µεθόδου πραγµατοποιούνται δοκιµές µε άλλες 
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µεθόδους συναισθηµατικής ανάλυσης στο ίδιο σύνολο δεδοµένων. Η σύγκριση των αποτελεσµάτων 
επαληθεύει το προτεινόµενο µοντέλο και την υπόθεση ότι η συναισθηµατική θέση σε µεγάλο βαθµό 
βρίσκεται όχι µόνο στις λέξεις που χρησιµοποιούνται αλλά και στη θέση τους στο κείµενο και στην 
γειτνίαση τους. 

7.2.Τεχνικές Συναισθηματικής ανάλυσης


Η ανάλυση συναισθήµατος µπορεί να αναχθεί σε µια διαδικασία κατηγοριοποίησης κειµένων σε δύο ή τρεις 
κατηγορίες, ανάλογα µε το αν γίνεται διάκριση µεταξύ µόνο θετικών και αρνητικών κατηγοριών ή 
περιλαµβάνεται και ως τρίτη η ουδέτερη. Συχνά το πρόβληµα αντιµετωπίζεται ως πρόβληµα ταξινόµησης 
πολλαπλών ετικετών [125] [126] [127] [77] [128], στο οποίο στα κείµενα αποδίδονται βάρη που δείχνουν το 
βαθµό συσχέτισης τους µε την αντίστοιχη συναισθηµατική κατηγορία.  

Η βασική πρόκληση σε αυτά τα είδη προβληµάτων είναι η αναγνώριση των στοιχείων που χαρακτηρίζουν 
ένα κείµενο και τα µεταδεδοµένα του. Αυτά τα δύο θα παράγουν την αναπαράσταση του κειµένου για τους 
σκοπούς της ταξινόµησης. Η αναπαράσταση αυτή συνήθως περνά ως είσοδος σε µια διαδικασία 
ταξινόµησης που απεικονίζει την αναπαράσταση σε µια συναισθηµατική αποτίµηση. Η λειτουργία του 
ταξινοµητή διαφέρει µε βάση το µοντέλο µε το οποίο έχει υλοποιηθεί. Τα περισσότερα µοντέλα ταξινόµησης 
βασίζονται σε τεχνικές µηχανικής µάθησης όπως οι Naïve Bayes, C4.5 και SVM και οι οποίες 
προσδιορίζουν τα όρια µεταξύ των συναισθηµατικών κατηγοριών. 

Η αναπαράσταση των κειµένων βασίζεται στην εξαγωγή χαρακτηριστικών που συνήθως λαµβάνουν χώρα µε 
µια τεχνική επεξεργασίας φυσικής γλώσσας (NLP) όπως ή πιο απλά µε την χρήση ενός λεξικού ([129, 130]) 
όπως το SentiWordNet [131] που σχεδιάστηκε ρητά για την εφαρµογή συναισθηµατικής ανάλυσης και 
εξόρυξης γνώµης. Μια άλλη προσέγγιση που χρησιµοποιείται ευρέως στις εργασίες ανάλυσης του 
συναισθήµατος είναι ο «σάκος λέξεων» και ή και ακόµη σάκος Ν-γραµµάτων [132] όπου αναπαριστούν 
κάθε κείµενο από ένα σύνολο λέξεων ή Ν-γραµµάτων αντίστοιχα. 

Από την άλλη έχουν προταθεί µοντέλα που δεν είναι NLP, όπως οι προσεγγίσεις που βασίζονται σε 
οντολογίες [133]. Η Οντολογία χρησιµοποιείται ως ένα σύνολο αντιπροσωπευτικών οντοτήτων που µπορεί 
να µοντελοποιήσει ένα πεδίο γνώσης. Στη περίπτωση αυτή, η συναισθηµατική ανάλυση πραγµατοποιείται µε 
βάση τις έννοιες και τις ιδιότητες που περιέχονται στην οντολογία [134] ή µε τη χρήση µιας αλληλουχίας 
ερωταπαντήσεων που αναλύουν διαφορετικές εξαγόµενες λέξεις [135]. Αυτές οι λέξεις χαρτογραφούνται σε 
έννοιες, ιδιότητες και οντολογικές παρουσίες και χρησιµοποιούνται για µια σύσταση µιας οντολογίας που 
συνδέει τη συναισθηµατική απόσταση µεταξύ ενός ερωτήµατος και ενός κειµένου. 

7.3.Προτεινόμενο Μοντέλο


Η µέθοδος συναισθηµατικής ανάλυσης µε γράφους λέξεων [136] έχει πολλά κοινά µε την µέθοδο 
κατηγοριοποίησης κειµένων µε το µοντέλο αναπαράστασης ΓΝΓ, αλλά διαφοροποιείται ως προς το ότι εδώ 
γίνεται χρήση λέξεων ως κόµβοι στον γράφο αναπαράστασης και ότι υπάρχουν συγκεκριµένα τρεις 
συναισθηµατικές κατηγορίες, θετική, αρνητική και ουδέτερη και όχι ένα  πλήθος θεµατικών κατηγοριών. 

Στο µοντέλο που προτείνουµε κάθε κείµενο αναπαρίσταται ως µη σταθµισµένος κατευθυνόµενος γράφος 
βάσει των λέξεων που υπάρχουν στο αρχικό κείµενο καθώς και της εγγύτητάς τους. Οι κατηγορίες 
συναισθηµάτων (θετική, αρνητική και ουδέτερη) µπορούν επίσης να εκπροσωπούνται ως κατευθυνόµενοι 
µη σταθµισµένοι γράφοι που έχουν σχηµατιστεί στην φάση της εκπαίδευσης. Η σύγκριση του γράφου 
κειµένου µε τους τρεις γράφους συναισθηµάτων αποδίδει έναν τρισδιάστατο διάνυσµα. Τέλος, στο αρχικό 
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κείµενο αποδίδεται µια συναισθηµατική πολικότητα χρησιµοποιώντας έναν ταξινοµητή διανυσµάτων. Κάθε 
ένα από αυτά τα βήµατα θα περιγραφεί στις ακόλουθες παραγράφους. 

Κάθε κείµενο που θέλουµε να του αποδώσουµε την συναισθηµατική πολικότητα του µετατρέπεται σε γράφο 
και στη συνέχεια µετράµε την "οµοιότητά" του µε κάθε γράφο από τις συναισθηµατικές κατηγορίες. Η 
οµοιότητα µεταξύ των γράφων όπως συζητήσαµε στην ενότητα 4 µπορεί να µετρηθεί µε πολλές µετρικές 
όπως η οµοιότητα περιεχοµένου, οµοιότητα αξίας, η κανονικοποιηµένη οµοιότητα αξίας και τρεις 
διαφορετικές εκδοχές της οµοιότητας µε βάση τον µέγιστο κοινό υπογράφο. 

7.4.Κατασκευή Γράφων


Η κατασκευή των γράφων-λέξεων βασίζεται στις λέξεις που περιέχονται σε ένα κείµενο και στην εγγύτητά 
τους. Η διαδικασία είναι παρόµοια για τα κείµενα και για τις κατηγορίες των συναισθηµάτων. Κάθε λέξη 
που περιέχεται στο αρχικό κείµενο αντιπροσωπεύεται από έναν κόµβο που έχει ως ετικέτα την λέξη αυτή. 
Δύο κόµβοι ενώνονται µε µια ακµή αν οι αντίστοιχες λέξεις τους είναι κοντά στο αρχικό κείµενο. Οι ακµές 
είναι κατευθυνόµενες για να αποδίδουν την ακολουθία των λέξεων όπως υπάρχουν στα αρχικά κείµενα. 

Η εγγύτητα µεταξύ των λέξεων αναπαρίσταται από τις ακµές που συνδέουν τους κόµβους και ορίζεται από 
έναν συγκεκριµένο αριθµό λέξεων που ακολουθούν µια λέξη. Ένα πλαίσιο λέξεων ολισθαίνει στο κείµενο 
και ορίζει τους κόµβους και τις ακµές του γράφου όπως απεικονίζεται στο σχήµα 7.1. Το µέγεθος του 
πλαισίου είναι µια παράµετρος που επηρεάζει σε µεγάλο βαθµό την ακρίβεια της µεθόδου. Όπως θα φανεί 
στο τµήµα αξιολόγησης, έχουµε πραγµατοποιήσει πειράµατα µε µέγεθος πλαισίου που κυµαίνεται από 2 έως 
10. Ο λόγος που το πλαίσιο δεν ξεπερνάει το όριο των 10 είναι ότι κείµενα όπως tweets περιέχουν συνήθως 
µια µικρή ποσότητα λέξεων είτε επειδή υπάρχει περιορισµός στον αριθµό των χαρακτήρων είτε γιατί οι 
χρήστες προτιµούν να εκφράζονται µε συνοπτικό τρόπο. 

Αν και χρησιµοποιούµε τον όρο γράφοι λέξεων οι κόµβοι του γράφου µπορεί να είναι οποιαδήποτε 
ακολουθία χαρακτήρων που διαχωρίζεται από δύο κενά διαστήµατα. Αυτές οι ακολουθίες χαρακτήρων 
ακόµη και αν δεν αντιστοιχούν σε λέξεις µπορεί να εκφράζουν ένα νόηµα για τους συγγραφείς  και τους 
αναγνώστες τους. 
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Σχήµα 7.1. Κατασκευή γράφων λέξεων 

Όσον αφορά τους γράφους των τριών συναισθηµατικών κατηγοριών, κάθε µία από αυτές κατασκευάζεται 
από το άθροισµα όλων των γράφων που αναπαριστούν τα κείµενα που ανήκουν στην αντίστοιχη κατηγορία. 
Δηλαδή, όλοι οι γράφοι κειµένων που εµπίπτουν σε µια ενιαία κατηγορία συγχωνεύονται για να 
αποτυπώσουν έναν αντιπροσωπευτικό γράφο συναισθηµατικής κατηγορίας. Η συγχώνευση 
πραγµατοποιείται µε τις ακµές και τους κόµβους να διατηρούνται και να συναθροίζονται στον νέο γράφο. 

Στο σχήµα 7.1 απεικονίζει τον τρόπο ολίσθησης του πλαισίου από την πρώτη λέξη προς την τελευταία του 
κειµένου. Σε αυτό το παράδειγµα το πλαίσιο είναι τάξης δύο όπου για κάθε λέξη προστίθενται δύο ακµές και 
κόµβοι στον γράφο εφόσον δεν υπάρχουν ήδη. 

7.5.Ομοιότητα Γράφων


Η οµοιότητα γράφων µεταξύ του γράφου ενός κειµένου και του γράφου µιας συναισθηµατικής κατηγορίας 
υποδεικνύει το βαθµό στο οποίο ένα κείµενο εκφράζει το αντίστοιχο συναίσθηµα. Υπάρχει µια πληθώρα από 
µεθόδους για την εκτίµηση της οµοιότητας γράφων. Για τους σκοπούς της έρευνας µας χρησιµοποιούµε 
µεθόδους που έχουν ως παραµέτρους τις ετικέτες των κόµβων, την κατεύθυνση των ακµών και τον αριθµό 
των κοινών ακµών. 

 

Σχήµα 7.2. Σύγκριση των γράφων λέξης ενός κειµένου µε τις συναισθηµατικές κατηγορίες 

Στο σχήµα 7.2 φαίνεται ότι ένας γράφος κειµένου συγκρίνεται µε τον γράφο κάθε συναισθηµατικής 
κατηγορίας προκειµένου να παραχθούν τρεις αριθµοί οµοιότητας. Κάθε αριθµός οµοιότητας ποσοτικοποιεί 
την σχέση του κειµένου µε τις τρεις κατηγορίες συναισθηµάτων. Αυτοί οι τρεις αριθµοί σχηµατίζουν το 
διάνυσµα που χρησιµοποιείται από ένα ταξινοµητή για να κατηγοριοποιηθεί σε µια συναισθηµατική 
διάθεση. Ως µετρικές οµοιότητας γράφων χρησιµοποιούµε της µετρικές οµοιότητας περιεχοµένου, 
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οµοιότητας αξίας, κανονικοποιηµένης οµοιότητας αξίας και τις τρεις παραλλαγές της οµοιότητας µέγιστου 
κοινού υπογράφου όπως περιεγράφησαν στην ενότητα 4. 

7.6.Ταξινόμηση


Η προτεινόµενη µέθοδος ανάλυσης των συναισθηµάτων διαχωρίζει τα δεδοµένα εκπαίδευσης των κειµένων 
σε δύο µέρη. Το πρώτο µέρος χρησιµοποιείται για την αναπαράσταση του γράφου λέξεων για κάθε 
συναισθηµατική κατηγορία και το δεύτερο µέρος των κειµένων χρησιµοποιείται για την εκπαίδευση ενός 
ταξινοµητή όπως οι SVM και Bayes. 

Κάθε κείµενο του δεύτερου µέρους του συνόλου δεδοµένων κατάρτισης παρουσιάζεται µε έναν γράφο 
λέξεων και συγκρίνονται µε τους γράφους των τριών συναισθηµατικών κατηγοριών χρησιµοποιώντας ένα 
από τα µέτρα οµοιότητας γράφων που περιγράφονται στην Ενότητα 4. Τα αποτελέσµατα της σύγκρισης 
σχηµατίζουν έναν τρισδιάστατο διάνυσµα. Αυτό το διάνυσµα αντιπροσωπεύει την συναισθηµατική 
πολικότητα του κειµένου. Τα διανύσµατα του δεύτερου µέρους του συνόλου δεδοµένων εκπαίδευσης 
χρησιµοποιούνται για την εκπαίδευση του ταξινοµητή. 
Ένα νέο κείµενο αντιπροσωπεύεται και πάλι ως γράφος λέξεων και συγκρίνεται µε τους γράφους λέξεων 
των τριών συναισθηµατικών κατηγοριών µε αντίστοιχο τρόπο όπως τα κείµενα του δεύτερου µέρους του 
συνόλου δεδοµένων εκπαίδευσης. Με αυτό τον τρόπο δηµιουργείται ένα διάνυσµα το οποίο 
κατηγοριοποιείται από τον εκπαιδευµένο ταξινοµητή σε µία από τις τρεις κατηγορίες που αντιπροσωπεύουν 
τις τάξεις συναισθηµάτων. 

 

Σχήµα 7.3.Καθορισµός ενός νέου κειµένου στο µοντέλο κατηγοριοποίησης SVM 

Χρησιµοποιήθηκαν δύο διαφορετικές µέθοδοι ταξινόµησης oι Μηχανές Διανυσµάτων Υποστήριξης Support 
Vector Machines (SVM) και η ταξινόµηση Bayes για την κατηγοριοποίηση των διανυσµάτων. Το µοντέλο 
SVM αντιπροσωπεύει τις παρατηρήσεις ως σηµεία σε έναν χώρο Ν-διαστάσεων. Στη συνέχεια θα πρέπει να 
υπολογιστεί ένα επίπεδο για να διαχωρίσει τις παρατηρήσεις που ανήκουν σε διαφορετικές κατηγορίες όπως 
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απεικονίζεται στο Σχήµα 7.3. Η απόσταση µεταξύ των περιπτώσεων που ανήκουν σε διαφορετικές 
κατηγορίες θα πρέπει να είναι όσο το δυνατόν µεγαλύτερη. Ο SVM αναπτύχθηκε αρχικά για δυαδικά 
προβλήµατα κατηγοριοποίησης. Το πρόβληµα της ανάλυσης του συναισθήµατος απαιτεί τρεις κατηγορίες, 
έτσι χρησιµοποιήθηκε µια παραλλαγή του SVM για ταξινόµηση πολλαπλών κατηγοριών Συγκεκριµένα 
επιλέχθηκε ένας γραµµικός SVM µε κατάταξη ενός προς ενός [137]. Στην ταξινόµηση κατά ενός προς ενός 
διαχωρισµένου δυαδικού ταξινοµητή η εκπαίδευση γίνεται για κάθε ζεύγος κατηγοριών. Όταν ένα νέο 
κείµενο εµφανίζεται, εφαρµόζεται σε όλους τους δυαδικούς ταξινοµητές και η κατηγορία που αποδίδει τον 
υψηλότερο αριθµό προβλέψεων θα είναι αυτή όπου θα καταχωρηθεί. 

Ο ταξινοµητής Gaussian Bayes [138] χρησιµοποιεί ένα µοντέλο πιθανότητας υπό όρους στο οποίο ένα 
κείµενο µπορεί να αναπαρασταθεί ως διάνυσµα όπως περιγράφεται στις προηγούµενες παραγράφους. Οι 
τρεις τιµές του διανύσµατος Si (s +, s-, s =) είναι οι τρεις ανεξάρτητες µεταβλητές και η θέση 
συναισθηµάτων είναι η εξαρτηµένη µεταβλητή y. Η πιθανότητα ενός εγγράφου να εκφράσει ένα συναίσθηµα 
θεωρείται ότι είναι όπως δίνεται στην εξίσωση 4.8 της ενότητας 4. 

7.7.Φιλτράρισμα Γράφων


Πολλές τεχνικές µηχανικής εκµάθησης χρησιµοποιούν κριτήρια επιλογής χαρακτηριστικών (Feature 
Selection) για να µειώσουν το µέγεθος των διαστάσεων και να βελτιώσουν την ακρίβεια τους [139]. Τα 
κριτήρια επιλογής χαρακτηριστικών φιλτράρουν όρους όπως λέξεις, N-γράµµατα ή αριθµούς που δεν 
συνεισφέρουν θετικά στην διαδικασία της ταξινόµησης. Στη µελέτη µας θα δοκιµάσουµε ένα γνωστό 
κριτήριο χαρακτηριστικών την Αµοιβαία Πληροφoρίας (Mutual Information) [140] χρησιµοποιώντας ως 
όρους τις ακµές των γράφων. 

Το κριτήριο της αµοιβαίας πληροφορίας θα εφαρµοστεί µετά την δηµιουργία του γράφου λέξεων των 
κειµένων εκπαίδευσης και των συναισθηµατικών κατηγοριών και αποσκοπεί στο να απορριφθεί ένα 
ποσοστό των ακµών από τους γράφους των συναισθηµατικών κατηγοριών και των κειµένων που θα 
κατηγοριοποιηθούν. 

Τα οφέλη από τη χρήση της αµοιβαίας πληροφορίας είναι ότι οι γράφοι γίνονται µικρότεροι, µε αποτέλεσµα 
η µέθοδος συναισθηµατικής ανάλυσης να έχει λιγότερες απαιτήσεις σε υπολογιστικούς πόρους. Επιπλέον, 
υπάρχουν περιπτώσεις στις οποίες οι µέθοδοι µηχανικής µάθησης παρουσίαζαν βελτιωµένη ακρίβεια. 
Δυστυχώς, όπως θα δούµε και θα εξηγήσουµε στο πειραµατικό τµήµα, αυτό δεν συµβαίνει µε το µοντέλο 
που εξετάζουµε. 

Τα κριτήρια όπου φιλτράρονται οι ακµές χρησιµοποιούνται µόνο µε τη µέτρηση οµοιότητας περιεχοµένου 
και όχι µε τις µετρήσεις που βασίζονται στον µέγιστο κοινό υπογράφο.  Αυτό οφείλεται στο ότι 
διαπιστώσαµε ότι οι πιθανές απορριπτόµενες ακµές περιέχονται συχνά στον µέγιστο κοινό υπογράφο και η 
απόρριψη τους επηρέαζε αρνητικά την ακρίβεια της µεθόδου. Η αµοιβαία πληροφορία µεταξύ µιας ακµής 
του γράφου µιας κατηγορίας αισθήµατος ορίζεται από την εξίσωση 7.1 

 

όπου: 

Α είναι ο αριθµός των περιπτώσεων που η ακµή e υπάρχει στους γράφους κειµένων του δεύτερου µέρους 
των δεδοµένων εκπαίδευσης και στον γράφο της κατηγορίας συναισθήµατος. 
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I(e, GS) = log
A ⋅ N

(A + C )(A + B )
(7.1)



B είναι ο αριθµός των περιπτώσεων που η ακµή e υπάρχει στους γράφους των κειµένων του δεύτερο µέρους 
των δεδοµένων εκπαίδευσης, αλλά δεν υπάρχει στον γράφο της κατηγορίας συναισθήµατος. 

C είναι ο αριθµός των περιπτώσεων που το δεύτερο µέρος των δεδοµένων εκπαίδευσης εκφράζει το 
συναίσθηµα του B  αλλά δεν περιέχει την άκρη e. 

N είναι ο συνολικός αριθµός κειµένων στο δεύτερο µέρος των δεδοµένων εκπαίδευσης. 

Για να µετρήσουµε τη συµβολή µιας ακµής στη διαδικασία πρόβλεψης µιας κατηγορίας, υπολογίζουµε τον 
συντελεστή B  για τις θετικές S+, αρνητικές S- και ουδέτερες S= κατηγορίες συναισθηµάτων. Τέλος, η 
εξίσωση 7.2 χρησιµοποιείται για τον υπολογισµό της συνολικής αµοιβαίας πληροφορίας για κάθε ακµή. 

όπου B  είναι το ποσοστό των κειµένων από το δεύτερο µέρος του συνόλου δεδοµένων εκπαίδευσης που 
εκφράζουν το συναίσθηµα B . 

Το B  εκφράζει την καταλληλότητα και τη συµβολή της κάθε ακµής για την πρόβλεψη της 
συναισθηµατικής κατηγορίας. Μπορούµε να ορίσουµε ένα όριο για το B  και να απορρίψουµε όλες τις 
ακµές που είναι µικρότερες από αυτό. 

7.8.Επισκόπηση της Μεθόδου Συναισθηµατικής Ανάλυσης µε Γράφους 
Λέξεων 

Στις προηγούµενες ενότητες περιγράψαµε την κατασκευή των γράφων-λέξεων για τα κείµενα και τις 
συναισθηµατικές κατηγορίες. Επίσης αναφέραµε τις µετρήσεις οµοιότητας γράφων, την διανυσµατική 
αναπαράσταση και κατηγοριοποίηση των κειµένων µετά την σύγκριση γράφων. Αυτή η ενότητα συνοψίζει 
όλα τα στάδια µε ένα παράδειγµα. Εξηγεί την µέθοδο και περιγράφει πώς µπορεί να εντοπιστεί το 
συναίσθηµα ενός νέου κειµένου. Το σχήµα 7.4 απεικονίζει όλα τα στάδια της προτεινόµενης µεθόδου. 

GS

I(e, GS)

Pr(Si)
Si

Iavg(e)
Iavg(e)

� �
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Iavg(e) = ∑
iϵ(+,−,=)

Pr(Si) ⋅ I(e, Gi)(7.2)



Σχήµα 7.4 Τα στάδια του µοντέλου συναισθηµατικής ανάλυσης µε γράφους λέξεων 

Στάδιο 1 

Για την εκπαίδευση του µοντέλου συναισθηµατικής ανάλυσης µε γράφους λέξεων χρειάζεται ένα σύνολο 
δεδοµένων εκπαίδευσης που περιλαµβάνει ένα πλήθος κειµένων σε συνδυασµό µε την αντίστοιχη 
συναισθηµατική κατηγορία που ανήκουν. 

Στάδιο 2 

Το σύνολο δεδοµένων χωρίζεται σε δύο ίσα µέρη τα οποία χρησιµοποιούνται µε διαφορετικό τρόπο. Στο 1ο 
µέρος, τα κείµενα που εκφράζουν το ίδιο συναίσθηµα οµαδοποιούνται. 

Στάδιο 3 

Οι οµάδες των κειµένων που εκφράζουν το ίδιο συναίσθηµα χρησιµοποιούνται για την κατασκευή των 
γράφων λέξεων για τις τρεις κατηγορίες συναισθηµάτων. Κάθε γράφος κατασκευάζεται από τα κείµενα που 
εκφράζουν την συναισθηµατική πολικότητα. Κάθε κείµενο του 2ου µέρους παρουσιάζεται επίσης ως γράφος 
λέξεων. 

Στάδιο 4 

�

�

�

�

�
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Οι γράφοι κειµένων του 2ου µέρους συγκρίνονται µέσω της µετρική οµοιότητας γράφων µε τους τρεις 
γράφους λέξεων. Η σύγκριση αυτή έχει ως αποτέλεσµα τρεις αριθµούς. Κάθε νούµερο εκφράζει την 
οµοιότητα του γράφου του κειµένου µε το γράφο της συναισθηµατικής κατηγορίας. Από εδώ και πέρα, κάθε 
κείµενο του 2ου µέρους µπορεί να εκπροσωπείται ως διάνυσµα αυτών των τριών αριθµών. 

Στάδιο 5 

Τα διανύσµατα που προέκυψαν από τα κείµενα του 1ου µέρους του συνόλου δεδοµένων εκπαίδευσης 
συνοδεύονται από το συναίσθηµα που εκφράζουν και χρησιµοποιούνται για την εκπαίδευση του ταξινοµητή 
SVM. Στην πραγµατικότητα, τρεις ταξινοµητές SVM εκπαιδεύονται λόγω της ανάγκης για ταξινόµηση 
πολλαπλών κατηγοριών. Κάθε κατηγορία αντιπροσωπεύει µια πολικότητα συναισθηµάτων. 

Στάδιο 6 

Ένα νέο κείµενο αναπαρίσταται επίσης ως γράφος λέξεων µε παρόµοιο τρόπο όπως τα κείµενα του 2ου 
µέρους στο στάδιο 3. Στη συνέχεια, ο γράφος του νέου κείµενου συγκρίνεται µε τους γράφους των 
συναισθηµατικών κατηγοριών και αντιπροσωπεύεται ως ένα διάνυσµα όπως κάναµε στο στάδιο 4. 

Στάδιο 7 

Το διάνυσµα του νέου κειµένου στόχου αποδίδεται ως ένα σηµείο στον διανυσµατικό χώρο των ταξινοµητών 
SVM που κατασκευάσαµε στο 5ο στάδιο από όπου προκύπτει και η αντίστοιχη πρόβλεψη του 
συναισθήµατος. 

Η διαδικασία φιλτραρίσµατος των γράφων δεν απεικονίζεται στο σχήµα 4 αν και το τµήµα αφαίρεσης 
ακµών  λαµβάνει χώρα στα στάδια 3 και 6. Η επισκόπηση του προτεινόµενου µοντέλου περιγράφεται µε την 
ταξινόµηση SVM. Η διαδικασία είναι παρόµοια στην περίπτωση ταξινόµησης Bayes. Για τη µέτρηση 
οµοιότητας στο στάδιο 4 και 6, µπορούµε να χρησιµοποιήσουµε οποιαδήποτε µέτρηση από αυτές που 
περιγράφονται στην Ενότητα 4 µε τον περιορισµό ότι θα χρησιµοποιηθεί η ίδια µετρική και στα δύο στάδια. 

Η πολυπλοκότητα της µεθόδου είναι χαµηλή. Η διαδικασία της δηµιουργίας γράφων είναι γραµµική. Όλες οι 
λέξεις ενός κειµένου επαναλαµβάνονται από τον πρώτο µέχρι τον τελευταίο και για κάθε λέξη δηµιουργείται 
ο αντίστοιχος κόµβος και κατευθυνόµενες ακµές που συνδέουν τους κόµβους µε ένα κριτήριο εγγύτητας. Η 
σύγκριση µεταξύ δύο γράφων στο προετινόµενο µοντέλο έχει πολυπλοκότητα B  όπου E είναι ο 
αριθµός των ακµών και V ο αριθµός των κόµβων. Η πολυπλοκότητα του κριτηρίου οµοιότητας 
περιεχοµένου είναι B . Όπου B  και B  είναι οι αριθµοί των ακµών του γραφήµατος G1 και G2 
αντίστοιχα. 

Ένα ζήτηµα που εµφανίζεται πάντοτε στις τεχνικές εποπτευόµενης µηχανικής µάθησης είναι η ανάγκη ενός 
συνόλου δεδοµένων εκπαίδευσης. Το προτεινόµενο µοντέλο ανάλυσης συναισθηµάτων για την 
πραγµατοποίηση προβλέψεων χρειάζεται ένα αντίστοιχο σύνολο δεδοµένων. Η διαδικασία σχηµατισµού 
ενός συνόλου δεδοµένων εκπαίδευσης είναι µια κουραστική εργασία επειδή τα κείµενα πρέπει να 
διαβάζονται από άτοµα που τα αντιλαµβάνονται µε υποκειµενικά κριτήρια. 

7.9.Πειραµατική Αξιολόγηση 
Για τη διεξαγωγή των πειραµάτων χρησιµοποιήσαµε το δηµόσια διαθέσιµο σύνολο δεδοµένων από την 
δηµοσίευση των Sascha, Hufenhaus και Albayrak Language-Independent Twitter Sentiment Analysis [141]. 
Αυτό το σύνολο δεδοµένων αποτελείται από tweets που επιλέχθηκαν τυχαία και tweets που περιέχουν 
εµπορικές λέξεις κλειδιά όπως "sony", "audi", κλπ. 

Το σύνολο δεδοµένων έχει κατηγοριοποιηθεί από τους εργαζόµενους στο Mehanical Turk του Amazon. 
Περιέχει 10594 tweets. 1486 είναι αρνητικά, 2334 είναι θετικά και 6774 είναι ουδέτερα. Ο µέσος όρος 
µήκους των tweets είναι 14,2 λέξεις 

O(V 2 + V ⋅ E )

O(EG1 ⋅ EG2) EG1 EG2
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Δοκιµάσαµε το προτεινόµενο µοντέλο, όπως περιγράφεται στις προηγούµενες παραγράφους, 
χρησιµοποιώντας την δεκαπλή-αναδιπλώσεων διασταυρούµενη αξιολόγηση. Σε κάθε αναδίπλωση 
χρησιµοποιήσαµε το 90% των tweets για την εκπαίδευση του αλγορίθµου συναισθηµατικής ανάλυσης και  
το 10% για τις δοκιµές. Δεν χρησιµοποιήθηκαν εξωτερικά κείµενα για την εκπαίδευση του µοντέλου όπως η 
έρευνα των Sascha, Hufenhaus και Albayrak που χρησιµοποιεί ένα σύνολο δεδοµένων 800 εκατοµµυρίων 
tweets, κάνοντας τις δύο προσεγγίσεις ασύγκριτες. 

Τα πειράµατα πραγµατοποιήθηκαν σε έναν υπολογιστή βασικών προδιαγραφών όπως και στις προηγούµενες 
ενότητες. Η γλώσσα προγραµµατισµού Java χρησιµοποιείται για την υλοποίηση και την εφαρµογή του 
λογισµικού που πραγµατοποιεί την κατασκευή των γράφων, τη σύγκριση τους, την επιλογή 
χαρακτηριστικών και την κατασκευή της διανυσµατικής αναπαράστασης των tweets. Η ταξινόµηση των 
διανυσµάτων που αντιπροσωπεύουν τα tweets και η αξιολόγηση της µεθόδου πραγµατοποιήθηκαν 
χρησιµοποιώντας τη βιβλιοθήκη scikit στη γλώσσα προγραµµατισµού Python. Για να µετρήσουµε το χρόνο 
εκτέλεσης, χρειάστηκε να µετρήσουµε τον χρόνο για την εκτέλεση της δεκαπλής-αναδιπλώσεων 
διασταυρούµενη αξιολόγηση και περιελάµβανε την κατασκευή των γράφων των τριών συναισθηµατικών 
κατηγοριών, την κατασκευή των διανυσµάτων και την εφαρµογή του ταξινοµητή. Στις περισσότερες 
περιπτώσεις η αλληλουχία αυτών των βηµάτων διήρκεσε λιγότερο από 30 δευτερόλεπτα. 

Η προσέγγισή µας συγκρίθηκε µε άλλες προσεγγίσεις που χρησιµοποιούν το ίδιο σύνολο δεδοµένων. 
Ειδικότερα, συγκρίναµε ένα σύνολο NLP µεθόδων και αλγορίθµων µηχανικής µάθησης, τα αποτελέσµατα  
ακρίβειας παρουσιάζονται στον Πίνακα 7.1. 

Πίνακας 7.1. Πειραµατικά αποτελέσµατα χρησιµοποιώντας άλλες µεθόδους συναισθηµατικής ανάλυσης 

Η υψηλότερη ακρίβεια επιτυγχάνεται µε την µέθοδο Logistic Regression (LR) χρησιµοποιώντας γράφους 4-
γραµµάτων 0,7115. Αυτό το αποτέλεσµα χρησιµοποιείται στη συνέχεια ως τιµή σύγκρισης. Η Ανάλυση 
συναισθήµατος µε γράφους λέξεων ξεπερνάει αυτή την τιµή στις περισσότερες περιπτώσεις. 

Η µέθοδος ανάλυσης αισθήµατος µε γράφους λέξεων έχει διερευνηθεί µε πολλές παραλλαγές προκειµένου 
να κατανοηθούν οι δυνατότητες της µεθόδου στην ανάλυση συναισθηµάτων και να καταλήξουµε σε µια 
σειρά παραµέτρων και τεχνικών που αυξάνουν την ακρίβεια της µεθόδου. Τα πειράµατα διεξήχθησαν 
χρησιµοποιώντας ένα πλαίσιο λέξεων που εκτείνεται από δύο έως δέκα. 

Όπως αναφέρθηκε στις προηγούµενες παραγράφους, θεωρούµε την επιλογή των µετρικών γράφων 
οµοιότητας ως ένα πολύ σηµαντικό βήµα. Το Σχήµα 7.5 συνοψίζει τα αποτελέσµατα µε τις µετρικές 
οµοιότητας, την Οµοιότητα περιεχοµένου CS, και τις τρεις οµοιότητες που βασίζονται στον µέγιστο κοινό 
υπογράφο, MCSNS, MCUES, MCDES όπως τις περιγράψαµε στην ενότητα 4. 

Method 4Grams 4Gram Graphs

Bayesian Network 0.6788 0.6791

C4.5 0.6828 0.6896

Support Vector Machines 0.6777 0.6847

Logistic Regression 0.6822 0.7115

Simple Logistic Regression 0.6816 0.7109

Multi-Layer Perceptron 0.6788 0.7069

Best-First Tree 0.6790 0.6840

Functional Tree 0.6822 0.7079
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Η CS βασίζεται στην ποσότητα των κοινών ακµών, δηλαδή στο πλήθος των περιπτώσεων που δύο λέξεις 
είναι γειτονικές. Οι µέθοδοι που χρησιµοποιούν τον µέγιστο κοινό υπογράφο (MCS) αποδίδουν καλύτερα τη 
δοµή των υπογράφων. Η MCSNS εκφράζει την ποσότητα των κόµβων στο MCS. Από την άλλη, οι 
MCSUES και MCSDES βασίζονται στο πλήθος των ακµών στο MCS. Τα πειραµατικά αποτελέσµατα 
επαληθεύουν ότι η εγγύτητα µεταξύ των λέξεων εκφράζει τη συναισθηµατική θέση ενός κειµένου µε έναν 
καλύτερο τρόπο από την απλή ύπαρξη των λέξεων. Τα κριτήρια που χρησιµοποιούν τον MCS δεν εκφράζουν 
µόνο πόσα ζευγάρια λέξεων είναι κοντά το ένα µε το άλλο αλλά εκφράζουν επίσης ότι ένα σύνολο λέξεων 
σχετίζεται επειδή είναι κοντά στα αρχικά κείµενα. 

Οι MCSUES και MCSDES έχουν καλύτερη ακρίβεια από την MCSNS. Οι MCSUES και MCSDES µετράνε 
τις ακµές που υπάρχουν στον MCS ανάµεσα στον γράφο του κειµένου και τον γράφο λέξεων που 
αντιπροσωπεύει µια συναισθηµατική κατηγορία. Ενώ οι MCSNS καταµετρούν τους κόµβους που υπάρχουν 
µεταξύ τους. Εξετάζοντας αυτό το αποτέλεσµα συµπεραίνουµε ότι είναι πιο σηµαντικός ο βαθµός που οι 
λέξεις είναι γειτονικές στον MCS από το πλήθος των κοινών λέξεων. 

 

Σχήµα 7.5 Εφαρµογή µετρικών σύγκρισης γράφων στην συναισθηµατική ανάλυση 

Τα επόµενα πειράµατα που πραγµατοποιήθηκαν ήταν µε το κριτήριο επιλογής χαρακτηριστικών αµοιβαίας 
πληροφορίας (MI), προκειµένου να αφαιρεθεί ένα ποσοστό ακµών. Στα πειράµατα που παρουσιάζουµε το 
MI δεν εφαρµόζεται σε συνδυασµό µε τις MCSN, MCSUES και MCDES επειδή παρατηρήθηκε ότι 
χρησιµοποιώντας το, απορρίπτονται αρκετές ακµές που υπάρχουν στον MCS µε αποτέλεσµα ο MCS που 
παραµένει µετά να είναι αρκετά µικρός και να µην αρκεί για να εκφράσει την οµοιότητα των δύο γράφων. 
Σε πολλές περιπτώσεις αποτελείται µόνο από έναν ή δύο κόµβους. 
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Εικόνα 7.6 Εφαρµογή της αµοιβαίας πληροφορίας 

Η µετρική CS µπορεί να χρησιµοποιηθεί σε συνδυασµό µε την ΜΙ, επειδή η CS βασίζεται στις κοινές ακµές 
που υπάρχουν µεταξύ δύο γράφων. Τα πειράµατα που απεικονίζονται στο Σχήµα 7.6 πραγµατοποιήθηκαν 
χρησιµοποιώντας CS µε βαθµό πλαισίου 4. Όπως φαίνεται, όσο περισσότερες ακµές φιλτράρονται, τόσο 
περισσότερο µειώνεται η ακρίβεια της µεθόδου. Η διαδικασία φιλτραρίσµατος των ακµών οδηγεί σε 
µικρότερους γράφους που απαιτούν λιγότερους υπολογιστικούς πόρους, αλλά η ακρίβεια µειώνεται 
δραµατικά. Ο άξονας x του Σχήµατος 7.6 αντιπροσωπεύει την ΜΙ όπως περιγράφεται στην εξίσωση 7.2. 
Είναι φανερό ότι η ακρίβεια µειώνεται ακόµη και αν απορρίψουµε τις ακµές που έχουν πολύ µικρό ΜΙ. 

 

Σχήµα 7.7 Αξιολόγηση κατάταξης Gaussian Naeve Bayes 

Τα πειράµατα στο Σχήµα 7.5 διεξήχθησαν χρησιµοποιώντας τη µέθοδο ταξινόµησης SVM. Στις 
περισσότερες περιπτώσεις, ο SVM για εφαρµογές ταξινόµησης υπερβαίνει τις άλλες µεθόδους ταξινόµησης 

B154



[142]. Οι µέθοδοι ανάλυσης συναρτήσεων γράφων λέξεων συνδυάστηκαν επίσης µε άλλες µεθόδους 
ταξινόµησης και διαπιστώθηκε ότι χρησιµοποιώντας έναν ταξινοµητή Gaussian Bayes µπορούµε να έχουµε 
ακόµα καλύτερα πειραµατικά αποτελέσµατα. Τα πειράµατα πραγµατοποιήθηκαν χρησιµοποιώντας  τις 
µετρήσεις οµοιότητας γράφων MCSUE και CS. Η ακρίβεια της µεθόδου χρησιµοποιώντας γράφους 
τεσσάρων λέξεων, MCSUE και Bayes Gaussian Classifier φτάνει το 75,07%. Ο λόγος για τον οποίο ο SVM 
εµφανίζει χαµηλότερη ακρίβεια ταξινόµησης από ότι ο Μπεϋζιανό ταξινοµητής είναι ότι χρησιµοποιεί ένα 
χώρο χαµηλών διαστάσεων. 

7.10.Συμπεράσματα


Εφαρµόσαµε την µέθοδο κατηγοριοποίησης κειµένων µε µια παραλλαγή των ΓΝΓ για την αντιµετώπιση του 
προβλήµατος της συναισθηµατικής ανάλυσης. Συγκεκριµένα διαφοροποιήθηκε η µέθοδος που προτείνουµε  
µόνο στο ότι αναπαραστήσαµε τα κείµενα ως γράφους λέξεων, ενώ κρατάµε το µοντέλο σύγκρισης και 
ταξινόµησης ίδιο.  

Η συναισθηµατική ανάλυση µε γράφους λέξεων συνδυάζει την καλά καθορισµένη δοµή των γράφων µε 
αλγορίθµους ταξινόµησης υψηλής ακρίβειας. Οι γράφοι λέξεων µπορούν να καταγράψουν την ακολουθία 
των λέξεων που περιέχονται σε ένα κείµενο. Χρησιµοποιήθηκαν αρκετές τεχνικές οµοιότητας γράφων για να 
εκτιµηθεί η οµοιότητα µεταξύ των γράφων κειµένου µε τους γράφους που αντιπροσωπεύουν τις κατηγορίες 
των συναισθηµάτων. Το αποτέλεσµα της σύγκρισης είναι ένα διάνυσµα 3 χαρακτηριστικών το οποίο 
αποδίδει την συναισθηµατική θέση του κειµένου. Η πρόβλεψη του συναισθήµατος γίνεται µε το να 
εισαγάγουµε αυτό το διάνυσµα σε έναν ταξινοµητή. Σε όλα τα στάδια της µεθόδου εφαρµόσαµε ένα σύνολο 
από µετρήσεις και τεχνικές που είναι εγγενείς στις ανάγκες της έρευνάς µας. 

Η εγγύτητα και η διάταξη των λέξεων αποδεικνύεται ότι αποτελούν αξιόπιστο κριτήριο για την αποτίµηση 
του συναισθήµατος ενός κειµένου και συγκεκριµένα ενός tweet. Συµπεραίνουµε ότι πιο εξελιγµένες 
µετρήσεις οµοιότητας γράφων που µετράνε τον βαθµό σχέσης µεταξύ των κοινών λέξεων (MCSUES) 
µπορούν να έχουν καλύτερα αποτελέσµατα από τις µετρήσεις οµοιότητας γράφων που βασίζονται στον 
αριθµό των κοινών λέξεων που είναι γειτονικές (MCSNS) και το πλήθος των ζευγαριών λέξεων που είναι 
κοντά (CS). 

Το µέγεθος του πλαισίου λέξεων που χρησιµοποιείται για την κατασκευή των γράφων λέξεων επηρεάζει την 
ακρίβεια της µεθόδου σε µεγάλο βαθµό. Παρατηρήσαµε ότι καθώς χρησιµοποιούσαµε µεγαλύτερο πλαίσιο 
αυξανόταν η ακρίβεια σε συνδυασµό µε τις µετρικές CS, MCSUES και MCSDES. Από την άλλη πλευρά, 
παραµένει σταθερή ή µειώνεται ελαφρώς χρησιµοποιώντας ένα πλαίσιο µεγαλύτερο από 3 µε το κριτήριο 
MCSNS. Ο λόγος είναι ότι τα κριτήρια CS, MCSUES και MCSDES βασίζονται στο πλήθος των κοινών 
ακµών που υπάρχουν µεταξύ των δύο γράφων. Ένα µεγάλο πλαίσιο λέξεων θα αποδώσει τη σχέση λέξεων 
καλύτερα από ένα µικρό. Η µετρική MCSNS βασίζεται στους κοινούς κόµβους που υπάρχουν µεταξύ των 
δύο γράφων, οπότε δεν επηρεάζεται πολύ από το µέγεθος του πλαισίου. 

Δύο ακόµη θέµατα που µελετώνται στην έρευνα µας είναι η ταξινόµηση των διανυσµάτων που 
αντιπροσωπεύουν τα tweets και ο συνδυασµός της µεθόδου µε ένα κριτήριο επιλογής χαρακτηριστικών. Η 
µέθοδος αναπαράστασης γράφων λέξεων θα πρέπει να συνδυαστεί µε µια µέθοδο ταξινόµησης που κάνει 
καλές προβλέψεις σε ένα χώρο χαµηλών διαστάσεων. Ο ταξινοµητής Gaussian Bayes µπορεί να εκπαιδευτεί 
ευκολότερα και να παράγει ακριβέστερες προβλέψεις από άλλους ταξινοµητές. 

Μια µέθοδος επιλογής χαρακτηριστικών µπορεί να χρησιµοποιηθεί για τη µείωση της ποσότητας των 
δεδοµένων που πρέπει να επεξεργαστούν. Πραγµατοποιήσαµε πειράµατα χρησιµοποιώντας τη µέτρηση της 
Αµοιβαίας Πληροφορίας, αλλά διαπιστώσαµε ότι η ακρίβεια της µεθόδου µειώθηκε δραµατικά καθώς 
αυξήθηκε η ποσότητα των ακµών που αφαιρέθηκαν. 
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Τα πειραµατικά αποτελέσµατα δείχνουν ότι το προτεινόµενο µοντέλο είναι πρακτικό, αποτελεσµατικό και 
στις περισσότερες περιπτώσεις υπερβαίνει τις άλλες µεθόδους ανάλυσης συναισθηµατικής ανάλυσης. Η  
δοµή των γράφων λέξεων για την αντιπροσώπευση των µηνυµάτων tweets και των συναισθηµατικών 
κατηγοριών είναι µια δοµή δεδοµένων που αποτυπώνει την συναισθηµατική θέση που εκφράζεται και 
χρησιµοποιώντας µια µέτρηση οµοιότητας γράφων και µια µέθοδο ταξινόµησης µπορεί να προβλεφθεί µε 
µεγάλη ακρίβεια.  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8. Εφαρμογή στην Αναγνώριση Γεγονότων σε Μέσα 
Κοινωνικών Δικτύων


H αναγνώριση γεγονότων στα µέσα κοινωνικών δικτύων [143] έχει σκοπό την ανίχνευση περιστατικών όπως 
συµβαίνουν στον πραγµατικό κόσµο εστιάζοντας στην έγκαιρη αναγνώριση τους καθώς εξελίσσονται από τα 
πρώτα λεπτά που χρήστες µιλάν για αυτά. Κοινωνικά δίκτυα όπως το Twitter αποτελούν πολύτιµη πηγή 
πληροφορίας όπου δηµοσιεύονται κείµενα για ένα γεγονός κατά την διάρκεια που συµβαίνει, αφού συµβεί 
και σε κάποιες περιπτώσεις πριν συµβεί ως µια φάση προετοιµασίας. 

Οι τεχνικές που αναγνωρίζουν γεγονότα είναι τεχνικές που έρχονται από επιστηµονικά πεδία όπως η 
µηχανική µάθηση, η φυσική επεξεργασία γλώσσας, η εξόρυξη δεδοµένων, η ανάκτηση πληροφορίας και η 
εξόρυξη κειµένων µε κυρίαρχες προσεγγίσεις την κατηγοριοποίηση, την συσταδοποίηση και την ανίχνευση 
ανωµαλιών. Ένας άλλος διαχωρισµός γίνεται µεταξύ αναδροµικής αναγνώρισης γεγονότων και νέας 
αναγνώρισης γεγονότων.  

Η αναδροµική αναγνώριση γεγονότων περιλαµβάνει την επαναληπτική επεξεργασία των κειµένων έως ότου 
να οργανωθούν σε θεµατικές κατηγορίες. Βασική προσέγγιση στην αναδροµική αναγνώριση κειµένων είναι 
η από κάτω προς τα πάνω αθροιστική συσταδοποίηση όπου αρχικά αντιλαµβάνεται κάθε κείµενο ως 
υποψήφιο γεγονός και µε µια συνάρτηση οµοιότητας τα αθροίζει µέχρις ότου κάποια κριτήρια τερµατισµού 
ικανοποιηθούν. Η αναγνώριση γεγονότων παράγει προβλέψεις για την άµεση εµφάνιση καινούριων 
γεγονότων, καθώς τα κείµενα παράγονται χρησιµοποιώντας άπληστους αλγορίθµους που επεξεργάζονται τις 
δοµές δεδοµένων ακουλουθιακά και κάθε νέο κείµενο το συσχετίζουν µε ένα ήδη υπάρχον γεγονός ή 
δηµιουργούν ένα καινούριο.  

Παρακάτω θα δούµε τα βασικά χαρακτηριστικά που διέπουν τις τεχνικές αναγνώρισης γεγονότων, θα 
παρουσιάσουµε πως η κατηγοριοποίηση κειµένων που χρησιµοποιεί ΓΝΓ εφαρµόζεται για τις ανάγκες 
αναγνώρισης κειµένων και θα την αξιολογήσουµε σε τρία σύνολα δεδοµένων. 

8.1.Εισαγωγή στις Τεχνικές Αναγνώρισης Γεγονότων


Τεχνικές επεξεργασίας κειµένων 

Οι τεχνικές που διαχειρίζονται τις δηµοσιεύσεις χρηστών ως κείµενα αποτελούνται από τρεις βασικές 
εργασίες, τον διαχωρισµό, την αναγνώριση και την παρακολούθηση. Το σύνολο των διαθέσιµων κειµένων 

B157

Micro F-Measure Macro Precision Macro Recall Macro F-Measure

JCS 2Grams 0,7962 0,7175 0,8097 0,7282

JCS 3Grams 0,8161 0,7281 0,8494 0,7499

JCS 4Grams 0,8171 0,7172 0,8560 0,7423

JCS 5Grams 0,8074 0,7015 0,8525 0,7232

JCS 6Grams 0,7758 0,6748 0,8319 0,6829

JCS 7Grams 0,7500 0,6538 0,8140 0,6582

JCS 8Grams 0,7538 0,6447 0,8129 0,6569

JCS 9Grams 0,7669 0,6515 0,8191 0,6728

JCS 10Grams 0,7695 0,6701 0,8106 0,6832



διαχωρίζεται σε συνεκτικά θέµατα και προσπαθούµε µε µια µετρική οµοιότητας να βρούµε τα 
πρωτοεµφανιζόµενα θέµατα σε σχέση µε αυτά που προϋπήρχαν και εξελίχθηκαν µε την πάροδο του χρόνου. 
Οι τεχνικές επεξεργασίας κειµένων περιλαµβάνουν τα τρία στάδια: προεπεξεργασία κειµένου, 
αναπαράσταση κειµένου και οργάνωση ή συσταδοποίηση των κειµένων όπως συζητήσαµε στην ενότητα 2. 

Τα κείµενα αναπαριστώνται ως διανύσµατα ή µε το µοντέλο σάκου λέξεων σύµφωνα µε τι λέξεις που 
περιέχουν ή µε το διάνυσµα οντότητας το οποίο περιέχει πληροφορία που απαντά στα ερωτήµατα Ποιος, 
Που, Πότε και Γιατί. Η οµοιότητα µεταξύ των γεγονότων υπολογίζεται από µετρικές οµοιότητας όπως η 
συσχέτιση Pearson ή η Hellinger [144] απόσταση. 

Τεχνικές επεξεργασίας χαρακτηριστικών 

Η αναγνώριση γεγονότων µπορεί να πραγµατοποιηθεί µε την παρακολούθηση της συχνότητας χρήσης 
συγκεκριµένων όρων από τους χρήστες κοινωνικών δικτύων. Αυτοί οι όροι µπορεί πριν να µην 
χρησιµοποιούνταν και µετά από µια χρονική στιγµή να ξεκίνησαν να χρησιµοποιούνται ή να παρατηρήθηκε 
µια απότοµη αύξηση της χρήσης τους από ένα σύνολο χρηστών. Ένα γεγονός αναπαρίσταται και στις δύο 
περιπτώσεις ως ένα σύνολο όρων οπότε η αλλαγή συχνότητας των όρων πυροδοτεί την αναγνώριση του 
αντίστοιχου γεγονότος. 

H αναγνώριση γεγονότων µπορεί να περιλαµβάνει καθορισµένα ή µη καθορισµένα γεγονότα. Στην 
αναγνώριση καθορισµένων γεγονότων έχουµε µια περιγραφή των γεγονότων που αναµένουµε να 
αναγνωρίσουµε είτε ως ένα σύνολο όρων είτε ως ένα σύνολο κειµένων. Η χρήση προδιαγεγραµµένων όρων 
στα κοινωνικά δίκτυα σηµατοδοτεί την πιθανή εµφάνιση των αντίστοιχων γεγονότων. Από την άλλη πλευρά 
στην αναγνώριση µη καθορισµένων γεγονότων δεν υπάρχει διαθέσιµη γνώση που να σχετίζεται µε 
συγκεκριµένα γεγονότα και η αναγνώριση γίνεται µε χωρο-χρονικά κριτήρια, το απότοµο ενδιαφέρον 
µεγάλου πλήθους χρηστών και τον συσχετισµό των χαρακτηριστικών αναµεταξύ τους για τον σχηµατισµό 
καινούριων γεγονότων.  

8.2.Αναγνώριση Γεγονότων με την Μέθοδο Κατηγοριοποίησης 
Κειμένων με ΓΝΓ


Η µέθοδος κατηγοριοποίησης κειµένων µε ΓΝΓ χρησιµοποιήθηκε για την αναγνώριση γεγονότων σε 
κοινωνικά δίκτυα. Τα γεγονότα ήταν καθορισµένα ακολουθώντας συγκεκριµένες περιγραφές και η µέθοδος 
υλοποιήθηκε ακολουθώντας την τεχνική επεξεργασίας κειµένου. Ένα σύνολο από προκαθορισµένα 
γεγονότα ορίστηκε στο σύστηµα και καθώς νέα κείµενα εµφανιζόντουσαν ένας ταξινοµητής τα συσχετίζει 
µε τα αντίστοιχα γεγονότα. Στο τέλος παρήχθησαν τα γεγονότα που εµφανίστηκαν και την έκταση των 
κειµένων που αναφέρονται σε αυτά και συγκεκριµένα ποια κείµενα κατηγοριοποιούνται στα αντίστοιχα 
γεγονότα.   

Η διαδικασία αναπαράστασης κειµένων σύµφωνα µε το µοντέλο ΓΝΓ και για τα γεγονότα αλλά και για τα  
µεµονωµένα κείµενα έγινε όπως περιγράφεται στην ενότητα 4. Με µόνη προσθήκη την χρήση της µετρικής    
οµοιότητας Jaccard. Αντίστοιχα χρησιµοποιήθηκαν τεχνικές οµοιότητας γράφων και προεπεξεργασίας 
κειµένων. Για µια φορά ακόµη βλέπουµε πως η κατηγοριοποίηση κειµένων είναι µια τεχνική στην οποία 
µπορούν να αναχθούν πολλές εφαρµογές όπου πρέπει να εξαχθούν συµπεράσµατα ή προβλέψεις. 

Ο συντελεστής οµοιότητας Jaccard (JSC) [145] είναι µια µετρική που υπολογίζει την τοµή ενός συνόλου 
χαρακτηριστικών προς την ένωση τους όπως φαίνεται στην εξίσωση 8.1  
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J(GT , GC) =
GT ∩ GC

GT ∪ GC
(8.1)



To σύνολο χαρακτηριστικών που χρησιµοποιήσαµε είναι οι ακµές των γράφων που αναπαριστούν ένα 
γεγονός B  και ένα κείµενο B . 

8.3.Πειραματική Αξιολόγηση


MEdiaEval 

Το µοντέλο ταξινόµησης ΓΝΓ εφαρµόστηκε στο σύνολο δεδοµένων MEdiaEval [146] που αποτελείται από 
διευθύνσεις URL φωτογραφιών από το Instagram και το Flickr. Όλες οι φωτογραφίες συνοδεύονται από 
µεταδεδοµένα και ταξινοµούνται βάσει κοινωνικών εκδηλώσεων. Στόχος µας είναι να διερευνήσουµε εάν τα 
µεταδεδοµένα κειµένου που περιγράφουν ένα αντικείµενο µπορούν να χρησιµοποιηθούν από το 
προτεινόµενο µοντέλο ταξινόµησης ΓΝΓ για την αναγνώριση γεγονότων. Το σύνολο δεδοµένων περιέχει 
201.602 φωτογραφίες µε τα αντίστοιχα µεταδεδοµένα τους και αντιστοιχούν σε 10.431 γεγονότα. 

Εφαρµόσαµε την µέθοδο κατηγοριοποίησης κειµένων µε ΓΝΓ όπως παρουσιάζεται στην ενότητα 4 µε 
σταθµισµένους και µη σταθµισµένους γράφους και τις µετρικές περιεχοµένου (CS) κατά αξία (VS) και 
κανονικοποιηµένη αξία (NVS) για Ν-γράµµατα από 2 έως 5 όπως φαίνονται στον πίνακα 8.1 

Τα αποτελέσµατα των πειραµάτων χωρίς καµία προεπεξεργασία αποκαλύπτουν ότι οι µη σταθµισµένοι 
γράφοι υπερβαίνουν σε ακρίβεια τους σταθµισµένους γράφους σε όλες τις µετρήσεις αξιολόγησης εκτός από 
την µετρική Macro Recall. Επίσης συµπεράνουµε ότι, µια υψηλότερη τάξη για το Ν δεν επιφέρει καλύτερα 
αποτελέσµατα αξιολόγησης. Τα 3-γράµµατα και τα 4-γράµµατα παράγουν καλύτερα αποτελέσµατα από  τα 
5-γράµµατα για µη ζυγισµένους γράφους και µετρήσεις Micro, Macro F - Measure.  

Επειδή το MEdiaEval είναι ένα σύνολο δεδοµένων όπου υπάρχουν µεγάλες αποκλίσεις στο µέγεθος των 
κατηγοριών, µπορούµε να δούµε ότι η κανονικοποιηµένη οµοιότητα τιµών στους σταθµισµένους γράφους 
παρουσιάζει καλά αποτελέσµατα αξιολόγησης. Επίσης, παρατηρούνται πολύ καλά αποτελέσµατα 
αξιολόγησης µε τις Μάκρο µετρικές για την κανονικοποιηµένη οµοιότητα τιµών και επιβεβαιώνει ότι ο 
κανονικοποιηµένος παράγοντας ενισχύει την κατηγοριοποίηση όπου οι κατηγορίες παρουσιάζουν ανόµοιο 
µέγεθος. 

Πίνακας 8.1. χρήση του µοντέλου αναπαράστασης ΓΝΓ στο σύνολο δεδοµένων MEdiaEval 

GC GT

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

CS 2Grams 0.8222 0.8132 0.8027 0.7321

CS 3Grams 0.8495 0.8601 0.8387 0.7566

CS 4Grams 0.8442 0.8677 0.8387 0.7595

CS 5Grams 0.8385 0.8687 0.8351 0.7562

VS 2Grams 0.4834 0.6545 0.5135 0.4205

VS 3Grams 0.5215 0.6895 0.5504 0.4511

VS 4Grams 0.5579 0.7160 0.5828 0.4711

VS 5Grams 0.6005 0.7459 0.6211 0.5038

NVS 2Grams 0.7530 0.8544 0.7626 0.6791

NVS 3Grams 0.7692 0.8687 0.7788 0.6906

NVS 4Grams 0.7800 0.8754 0.7875 0.6953

NVS 5Grams 0.8032 0.8902 0.8090 0.7145
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Οι ακόλουθοι δύο πίνακες παρουσιάζουν τα αποτελέσµατα χρήσης των προεπεξεργασµένων κειµένων µε 
σταθµισµένους και µη σταθµισµένους γράφους. Το στάδιο προεπεξεργασίας είναι πιο σηµαντικό σε αυτό το 
σύνολο δεδοµένων, επειδή τα δεδοµένα κειµένου που συνοδεύουν τις εικόνες είναι λίγα και η 
προεπεξεργασία µπορεί να φιλτράρει ένα µεγάλο ποσοστό των ΓΝΓ. Το µικρό µέγεθος των κειµένων 
δεδοµένων, µας περιορίζει επίσης, στο να κάνουµε πειράµατα µε τον βαθµό N να υπερβαίνει το πέντε. 

Πίνακας 8.2 Αφαίρεση των κοινών λέξεων από το σύνολο δεδοµένων MEdiaEval 

Η ληµµατοποίηση των κειµένων αυξάνει την Μίκρο Φ-µετρική κατά 0,25% και την Μάκρο Φ-µετρική κατά 
0,78%. Σε µεγαλύτερου µήκους κείµενα µε 3-10 παραγράφους όπως είδαµε στην ενότητα 4, διαπιστώσαµε 
ότι η ληµµατοποίηση όταν εφαρµόστηκε µόνη της είχε αρνητική επίδραση σε αντίθεση µε την τεχνική 
αποµάκρυνσης των κοινών λέξεων που αύξησε την ακρίβεια της µεθόδου. Σε σύντοµα κείµενα όπως αυτά 
του συνόλου δεδοµένων MEdiaEval αυξήθηκε η ακρίβεια µε χρήση της ληµµατοποίησης όπως βλέπουµε 
στον πίνακα 8.3. 

Πίνακας 8.3 εφαρµογή της ληµµατοποίησης στο σύνολο δεδοµένων MEdiaEval 

Η αφαίρεση των κοινών λέξεων ελαττώνει ελαφρώς τόσο το Μίκρο όσο και το Μάκρο Φ-Μέτρο. Τα µικρά 
κείµενα παράγουν µικρούς ΓΝΓ µε αποτέλεσµα ακόµη και οι κοινές λέξεις να συµβάλουν στην 
αναπαράσταση και κατηγοριοποίηση. 

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

NSW CS 2Grams 0.8199 0.8159 0.8022 0.7290

NSW CS 3Grams 0.8396 0.8586 0.8316 0.7515

NSW CS 4Grams 0.8317 0.8619 0.8280 0.7518

NSW CS 5Grams 0.8252 0.8597 0.8229 0.7471

NSW NVS 2Grams 0,7593 0,8605 0,7692 0,6813

NSW NVS 3Grams 0,7776 0,8757 0,7869 0,6955

NSW NVS 4Grams 0,7981 0,8896 0,8060 0,7112

NSW NVS 5Grams 0,8176 0,9004 0,8233 0,7253

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

Stm CS 2Grams 0.8280 0.8189 0.8087 0.7355

Stm CS 3Grams 0.8530 0.8650 0.8430 0.7600

Stm CS 4Grams 0.8470 0.8725 0.8423 0.7621

Stm CS 5Grams 0.8408 0.8718 0.8378 0.7579

Stm NVS 2Grams 0,7524 0,8536 0,7621 0,6794

Stm NVS 3Grams 0,7694 0,8688 0,7791 0,6925

Stm NVS 4Grams 0,7911 0,8834 0,7987 0,7102

Stm NVS 5Grams 0,8107 0,8952 0,8164 0,7250
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Zubiaga 

H αναγνώριση γεγονότων µε το µοντέλο κατηγοριοποίησης ΓΝΓ εφαρµόστηκε σε ένα σύνολο δεδοµένων 
από tweets που αφορούν τους 26 αγώνες ποδοσφαίρου  που διεξάχθηκαν µεταξύ 1ης και 24 Ιουλίου 2011 για 
το πρωτάθληµα Copa America 2011 στην Αργεντινή [147]. Τα tweets µαζεύτηκαν χρησιµοποιώντας τα 
hashtags #ca2011, #copaamerica και #copaamerica2011 και ως γεγονότα θεωρήθηκαν, όταν σηµειώθηκε 
γκολ, κόκκινη κάρτα, ακύρωση γκολ, έναρξη αγώνα, τέλος αγώνα, διακοπή αγώνα και συνέχεια αγώνα. Ο 
σκοπός αυτής της έρευνας είναι από την ροή των ερχόµενων tweet  να προβλέψουµε αν συνέβη κάποιο από 
τα αναφερθέντα γεγονότα. 

Οι δηµιουργία των γράφων η σύγκριση και η κατηγοριοποίηση πραγµατοποιήθηκε όπως περιγράφεται στην 
ενότητα 4. Στον πίνακα 8.4 βλέπουµε τα αποτελέσµατα χρησιµοποιώντας την µετρική περιεχοµένου για Ν-
γράµµατα βαθµού από 2 έως 10. Παρατηρούµε ότι τα Ν-γράµµατα βαθµού 3 ή 4 παρουσιάζουν τα καλύτερα 
συγκριτικά αποτελέσµατα. Επιβεβαιώνεται ότι για µικρά κείµενα όπως tweets µια αναπαράσταση ΓΝΓ µε 
µικρό βαθµό Ν παρουσιάζει καλύτερα αποτελέσµατα. Ενώ για κείµενα που έχουν µεγαλύτερη έκταση όπως 
είδαµε στα πειράµατα της ενότητας 4 µια αναπαράσταση µε Ν-γράµµατα βαθµού 6 είχε καλύτερα 
αποτελέσµατα. 

Πίνακας 8.4 Αναγνώριση κοινοτήτων µε Μετρική περιεχοµένου 

Τα επόµενα δύο σύνολα πειραµάτων πραγµατοποιήθηκαν µε την µετρική οµοιότητας που βασίζονται στον 
µέγιστο κοινό υπογράφο. Παρατηρήσαµε µια µείωση της ακρίβειας και στις δύο εκδοχές στον πίνακα 8.5 
λαµβάνοντας υπόψη τους κόµβους που περιέχει ο MCS και στον πίνακα 8.6 τις κατευθυνόµενες ακµές. 

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

CS 2Grams 0,8487 0,8068 0,8201 0,8552

CS 3Grams 0,8751 0,8442 0,8520 0,8725

CS 4Grams 0,8606 0,8448 0,8474 0,8668

CS 5Grams 0,8477 0,8335 0,8319 0,8589

CS 6Grams 0,8308 0,8228 0,8183 0,8491

CS 7Grams 0,8185 0,8078 0,7961 0,8359

CS 8Grams 0,8065 0,7935 0,7695 0,8228

CS 9Grams 0,7833 0,7851 0,7396 0,8062

CS 10Grams 0,7788 0,7743 0,7239 0,7878

Micro F-Measure Macro Precision Macro Recall Macro F-Measure

MCSN 2Grams 0,6190 0,6102 0,5917 0,5911

MCSN 3Grams 0,7117 0,7452 0,6536 0,6779

MCSN 4Grams 0,6997 0,7176 0,6966 0,7004

MCSN 5Grams 0,7324 0,7457 0,7306 0,7292

MCSN 6Grams 0,7636 0,7542 0,7657 0,7506
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Πίνακας 8.5 Αναγνώριση κοινοτήτων µε Μετρική οµοιότητας MCSN 

Στα πειραµατικά αποτελέσµατα µε τις µετρικές MCS, παρατηρήσαµε µια πτώση στις τιµές αξιολόγησης, 
που µας κάνουν να µην τις θεωρούµε την καλύτερη επιλογή σύγκρισης γράφων. Συνεχίσαµε µε την µετρική  
απόστασης Jaccard όπου παρουσιάζονται τα πειραµατικά αποτελέσµατα στον πίνακα 8.7 όπου και πάλι η 
ακρίβεια που παρουσιάζουν είναι µικρότερη από ότι µε την µετρική περιεχοµένου που είδαµε στον πίνακα 
8.4 

Πίνακας 8.6 Αναγνώριση κοινοτήτων µε Μετρική οµοιότητας MCSDE 

Πίνακας 8.7 Αναγνώριση κοινοτήτων µε Μετρική οµοιότητας Jaccard 

First Story Detection 

To επόµενο σύνολο δεδοµένων που εφαρµόσαµε την τεχνική ανάγνωσης γεγονότων µε το µοντέλο ΓΝΓ 
είναι το First Story Detection (FSD) [148]. To FSD είναι ένα σύνολο από tweets που µαζεύτηκαν από την 1η 
Απριλίου 2009 µέχρι την 14 Οκτωβρίου 2009 µέσω του Twitter streaming API και περιλαµβάνει γεγονότα, 
όπως τον θάνατο διασηµοτήτων, φυσικές καταστροφές, αθλητικά γεγονότα, πολιτικά γεγονότα, ψυχαγωγίας, 
επαγγελµατικά γεγονότα, πυροβολισµούς και αεροπορικά δυστυχήµατα. Τα tweets κατηγοριοποιήθηκαν από 
δύο εξειδικευµένους εργαζόµενους στον χώρο των κοινωνικών δικτύων.  

Πειράµατα πραγµατοποιήθηκαν όπως και στις προηγούµενες περιπτώσεις. Ο πίνακας 8.8 παρουσιάζει τα 
πειραµατικά αποτελέσµατα µε την µετρική περιεχοµένου όπου η ακρίβεια φτάνει το 98,14%.  

MCSN 7Grams 0,7838 0,7567 0,7760 0,7513

MCSN 8Grams 0,7888 0,7519 0,7820 0,7422

MCSN 9Grams 0,7803 0,7432 0,7737 0,7177

MCSN 10Grams 0,7693 0,7522 0,7641 0,7076

Micro F-Measure Macro Precision Macro Recall Macro F-Measure

MCSDE 2Grams 0,8389 0,8151 0,7775 0,7862

MCSDE 3Grams 0,7530 0,7784 0,7064 0,7293

MCSDE 4Grams 0,7312 0,7541 0,7416 0,7396

MCSDE 5Grams 0,7599 0,7665 0,7545 0,7526

MCSDE 6Grams 0,7805 0,7720 0,7758 0,7652

MCSDE 7Grams 0,7895 0,7872 0,7731 0,7629

MCSDE 8Grams 0,7915 0,7785 0,7788 0,7508

MCSDE 9Grams 0,7817 0,7606 0,7703 0,7225

MCSDE 10Grams 0,7693 0,7630 0,7619 0,7105
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   Πίνακας 8.8 FSD: Αναγνώριση κοινοτήτων µε Μετρική περιεχοµένου 

Χρησιµοποιώντας τις µετρικές MCS βλέπουµε την ακρίβεια να έχει ελαττωθεί σε σχέση µε την µετρική 
περιεχοµένου. Φαινόµενο που το παρατηρήσαµε και στα προηγούµενα σύνολα δεδοµένων. 

Πίνακας 8.9 FSD: Αναγνώριση κοινοτήτων µε Μετρική οµοιότητας MCSN 

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

CS 2Grams 0,8967 0,8965 0,8929 0,9841

CS 3Grams 0,9112 0,9134 0,9099 0,9867

CS 4Grams 0,8989 0,9024 0,8973 0,9845

CS 5Grams 0,8848 0,8877 0,8817 0,9814

CS 6Grams 0,8767 0,8679 0,8670 0,9756

CS 7Grams 0,8790 0,8630 0,8652 0,9721

CS 8Grams 0,8731 0,8463 0,8524 0,9672

CS 9Grams 0,8758 0,8398 0,8491 0,9637

CS 10Grams 0,8651 0,8327 0,8400 0,9615

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

MCSN 2Grams 0,8075 0,7975 0,7936 0,9198

MCSN 3Grams 0,8508 0,8328 0,8328 0,9566

MCSN 4Grams 0,8419 0,8193 0,8222 0,9601

MCSN 5Grams 0,8305 0,8129 0,8140 0,9566

MCSN 6Grams 0,8495 0,8317 0,8330 0,9615

MCSN 7Grams 0,8449 0,8265 0,8277 0,9610

MCSN 8Grams 0,8450 0,8287 0,8289 0,9601

MCSN 9Grams 0,8528 0,8269 0,8322 0,9593

MCSN 10Grams 0,8507 0,8159 0,8241 0,9562

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

MCSDE 2Grams 0,8806 0,8727 0,8702 0,9721
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Πίνακας 8.10 FSD: Αναγνώριση κοινοτήτων µε Μετρική οµοιότητας MCSDE 

Η οµοιότητα Jaccard χρησιµοποιήθηκε στο σύνολο δεδοµένων FSD παρουσιάζοντας χειρότερα 
αποτελέσµατα από ότι η µετρική περιεχοµένου. 

Πίνακας 8.11 FSD: Αναγνώριση κοινοτήτων µε Μετρική οµοιότητας Jaccard 

8.4.Συμπεράσματα


Τα κείµενα που αναρτώνται στα  κοινωνικά δίκτυα είναι µια χρήσιµη πηγή πληροφορίας από όπου µπορούν 
να αναγνωριστούν γεγονότα σε πολύ µικρό χρονικό διάστηµα από την στιγµή που θα συµβούν ή που θα 
ξεκινήσει η προετοιµασία για να συµβούν. Τεχνικές επεξεργασίας φυσικής γλώσσας προσφέρουν πολύτιµα 
εργαλεία για την αναγνώριση των γεγονότων.  

Περισσότερο ενδιαφέρον παρουσιάζουν οι τεχνικές που όχι απλά αναγνωρίζουν ότι συµβαίνει ένα γεγονός 
αλλά καταλαβαίνουν και την φύση του γεγονότος αυτού. Αυτού του είδους οι τεχνικές ανάγονται σε µια 
µέθοδο επιβλεπόµενης µηχανικής µάθησης όπου οι κατηγορίες που αναµένουµε να αναγνωριστούν έχουν 
περιγραφεί από πριν. 

MCSDE 3Grams 0,8560 0,8456 0,8417 0,9628

MCSDE 4Grams 0,8503 0,8224 0,8273 0,9597

MCSDE 5Grams 0,8472 0,8275 0,8297 0,9597

MCSDE 6Grams 0,8575 0,8330 0,8378 0,9606

MCSDE 7Grams 0,8574 0,8272 0,8347 0,9593

MCSDE 8Grams 0,8601 0,8236 0,8328 0,9579

MCSDE 9Grams 0,8480 0,8168 0,8237 0,9562

MCSDE 10Grams 0,8490 0,8148 0,8225 0,9553

Macro Precision Macro Recall Macro F-Measure Micro F-Measure

JSC 2Grams 0,7410 0,6811 0,6916 0,8671

JSC 3Grams 0,8330 0,8262 0,8214 0,9376

JSC 4Grams 0,8393 0,8455 0,8341 0,9442

JSC 5Grams 0,8485 0,8572 0,8419 0,9446

JSC 6Grams 0,8427 0,8535 0,8350 0,9446

JSC 7Grams 0,8380 0,8549 0,8326 0,9500

JSC 8Grams 0,8266 0,8482 0,8237 0,9513

JSC 9Grams 0,8331 0,8481 0,8263 0,9539

JSC 10Grams 0,8337 0,8403 0,8218 0,9531
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Το µοντέλο κατηγοριοποίησης κειµένων µε ΓΝΓ παρουσίασε πολύ καλά αποτελέσµατα αναγνώρισης 
γεγονότων καθώς και κατηγοριοποίησης tweets στα γεγονότα που σχετίζονται. Η µετρική περιεχοµένου σε 
όλα τα σύνολα δεδοµένων είχε καλύτερα αποτελέσµατα.  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9. Εφαρμογή σε Συστήματα Συστάσεων σε Εμπορικές 
Πλατφόρμες


Στην παρούσα ενότητα κάνουµε πρώτα µια επισκόπηση στις µεθόδους κατασκευής συστηµάτων συστάσεων 
που προσανατολίζονται στην σύσταση εµπορικών προϊόντων. Θα παρουσιάσουµε συνοπτικά τις τεχνικές 
που χρησιµοποιούν φίλτρα που βασίζονται στο περιεχόµενο, συνεργατικά φίλτρα, εναλλακτικές, καθώς και 
υβριδικές τεχνικές. Έπειτα θα αναφερθούµε στον τρόπο που τα συστήµατα συστάσεων χρησιµοποιούν 
τεχνικές ανάκτησης πληροφορίας. Τέλος υλοποιούµε ένα καινοτόµο σύστηµα συστάσεων που χρησιµοποιεί 
το µοντέλο ΓΝΓ όπως το παρουσιάσαµε στην ενότητα 4 και έρχεται να λύσει το cold start problem και το 
profiling, καθώς βασίζεται µόνο στο κείµενο που συνοδεύει και παρουσιάζει κάθε προϊόν στον τελικό 
καταναλωτή. 

9.1.Εισαγωγή στα Συστήματα Συστάσεων 


Τα Συστήµατα Συστάσεων είναι µοντέλα και αλγόριθµοι που µπορούν να κάνουν συστάσεις σε χρήστες. 
Δηλαδή µέθοδοι που µελετούν την συµπεριφορά ενός χρήστη µέσα σ’ ένα πληροφοριακό σύστηµα και 
µπορούν να του προτείνουν κάποιο προϊόν, υπηρεσία, δηµοσιογραφικό άρθρο, έναν άλλον χρήστη και 
γενικώς οτιδήποτε µπορεί να τον ενδιαφέρει. Στην παρούσα εργασία µας ενδιαφέρει να προσφέρουµε 
συστάσεις για ένα εµπορικό προϊόν ή υπηρεσία σε έναν υποψήφιο πελάτη µε σκοπό να ταιριάζει καλύτερα 
στις ανάγκες του. Το αντικείµενο που πρόκειται να συσταθεί από εδώ και πέρα θα το αποκαλούµε προϊόν. 

Η χρήση συνεργατικών φίλτρων είναι µια από τις δύο πιο διαδεδοµένες τεχνικές κατασκευής συστηµάτων 
συστάσεων. Στην µέθοδο αυτή µαζεύονται πληροφορίες για το τι προτιµήσεις έχει ένα µεγάλο πλήθος 
χρηστών. Για κάθε χρήστη βρίσκουµε τους χρήστες που έχουν όµοια προφίλ µε αυτόν και µε βάση τις 
προτιµήσεις τους προτείνονται προϊόντα στον αρχικό χρήστη. 

Τα συστήµατα συστάσεων που χρησιµοποιούν φίλτρα που βασίζονται στο περιεχόµενο χρησιµοποιούν την 
περιγραφή ενός αντικειµένου αλλά και το προφίλ ενδιαφερόντων που έχει κάθε χρήστης. Η ιδέα βασίζεται 
στο ότι ένας χρήστης έχει ένα πλήθος ενδιαφερόντων και κάθε αντικείµενο ικανοποιεί ένα πλήθος 
ενδιαφερόντων. Όσο πιο πολύ ταυτίζονται αυτά τα δύο, τόσο πιο µεγάλο θα είναι το ενδιαφέρον του χρήστη 
προς το αντικείµενο αυτό. 

Υπάρχουν υβριδικές µέθοδοι που συνδυάζουν τα συνεργατικά φίλτρα µε τα φίλτρα που βασίζονται στο 
περιεχόµενο, καθώς και άλλες που χρησιµοποιούν εναλλακτικά κριτήρια όπως τον χρόνο παρατήρησης κάθε 
προϊόντος. Εµείς θα ασχοληθούµε αναλυτικά µε το να εφαρµόσουµε τεχνικές ανάκτησης πληροφορίας που 
επεξεργάζονται τα κείµενα περιγραφής κάθε προϊόντος για να παράγουν συστάσεις. 

Κάθε προϊόν σε ένα εµπορικό πληροφοριακό σύστηµα συνοδεύεται από ένα κείµενο που το περιγράφει. 
Σκοπός µας είναι µε βάση αυτό το κείµενο να προταθούν στον χρήστη όλα τα άλλα προϊόντα που  µοιάζουν 
πιο πολύ µε αυτό που επέλεξε. Μοντέλα όπως τα Standard και Extended Boolean, Vector Space, Latent 
Semantic Αnalysis, Probabilistic Semantic Analysis, Binary Independence τα οποία θα περιγραφούν, 
µπορούν να χρησιµοποιηθούν. 

Μια καινοτόµος µέθοδος του πεδίου της ανάκτησης πληροφορίας είναι αυτή που χρησιµοποιεί τα Ν-
γράµµατα γράφων για να ανακτήσει και να κατηγοριοποιήσει κείµενα. Με βάση αυτή την µέθοδο 
κατασκευάσαµε ένα σύστηµα συστάσεων στα πρότυπα των φίλτρων που βασίζονται στο περιεχόµενο. 

Το σύστηµα συστάσεων που κάνει  χρήση γράφων Ν-γραµµάτων µοντελοποιεί κάθε κείµενο από τα 
προϊόντα που επέλεξε ένας χρήστης µε την µορφή ενός γράφου και κάθε θεµατική ενότητα προϊόντων 
επίσης ως έναν γράφο. Στη συνέχεια µε µια διαδοχική σειρά συγκρίσεων γράφων είναι σε θέση να προτείνει 
τα βέλτιστα  προϊόντα για κάθε χρήστη που εισέρχεται σ’ ένα εµπορικό πληροφοριακό σύστηµα. 
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9.2.Συνεργατικά Φίλτρα


Η χρήση συνεργατικών φίλτρων (collaborative filtering) [149] σκοπό έχει να δηµιουργήσει προφίλ χρηστών 
για τις προτιµήσεις τους καθώς και σχέσεις µεταξύ τους. Η ιδέα βασίζεται στην αρχή ότι “το προϊόν που 
ενδιέφερε τους φίλους µου αναµένεται να ενδιαφέρει και εµένα”. Οπότε έχουµε ένα σύνολο χρηστών και 
ξέρουµε ότι ο κάθε ένας ενδιαφέρεται ή δεν ενδιαφέρεται για ένα σύνολο συγκεκριµένων αντικειµένων. 
Θέλοντας να µάθουµε αν ένας χρήστης Α ενδιαφέρεται για το αντικείµενο Χ κοιτάζουµε το σύνολο χρηστών 
που έχουν πιο κοινά ενδιαφέροντα µε τον χρήστη Α και έχουν εκφράσει άποψη για το αντικείµενο Χ. Με 
βάση την άποψη αυτών των χρηστών αποφασίζουµε για το αν θα συστήσουµε το αντικείµενο Χ στον χρήστη 
Α ή όχι. 

Σχήµα 9.1 Σύσταση προϊόντος µέσω συνεργατικών φίλτρων 

Για να γίνει πιο κατανοητή η µέθοδος θα περιγράψουµε το ακόλουθο παράδειγµα. Σε µια πλατφόρµα που 
εµπορεύεται δίσκους µουσικής είναι εγγεγραµµένο ένα πλήθος χρηστών. Για κάθε χρήστη µπορεί να έχει 
φτιαχτεί ένα προφίλ µε βάση τους δίσκους που έχει αγοράσει. Οι χρήστες που έχουν αγοράσει τους 
περισσότερους κοινούς δίσκους αναµεταξύ τους θα έχουν και παρόµοια προφίλ. Οπότε το προϊόν που θα 
προτείνουµε στον χρήστη Χ θα είναι ένας δίσκος που δεν τον έχει αγοράσει αλλά τον έχουν αγοράσει οι 
άλλοι χρήστες που έχουν παρόµοιο προφίλ µε αυτόν. Για την κατασκευή των προφίλ µπορούµε να 
περιλάβουµε και άλλες πληροφορίες όπως το σε ποιους δίσκους έχει γίνει review, έχουν προστεθεί στο 
wantlist ακόµη και πληροφορίες όπως ο τόπος διαµονής του χρήστη.  

Η λειτουργία των συνεργατικών φίλτρων δεν γίνεται αντιληπτή από τον χρήστη, αφού συνήθως δεν του 
ζητούνται ρητά πληροφορίες να εισαγάγει στο σύστηµα, απλώς παρακολουθείται η κίνηση του και οι 
επιλογές του. Αυτό από την άλλη µπορεί να έχει το δυσάρεστο αποτέλεσµα οι χρήστες να είναι 
δυσαρεστηµένοι λόγω του ότι δεν τους αρέσει να παρακολουθούνται και να καταγράφονται οι κινήσεις τους. 
Το ζήτηµα των προσωπικών δεδοµένων είναι πάντα ένα ευαίσθητο θέµα που οποιοδήποτε εµπορικό 
πληροφοριακό σύστηµα θα πρέπει να λάβει υπόψη του. Άλλες µέθοδοι όπως η χρήση των φίλτρων που 
βασίζονται στο περιεχόµενο που θα διαπραγµατευθούµε στην επόµενη ενότητα δεν χρειάζονται την 
κατασκευή προφίλ χρηστών, οπότε ξεπερνιέται αυτός ο περιορισµός. 

Η µέθοδος των συνεργατικών φίλτρων βασίζεται στα ακόλουθα τρία βήµατα.  

1. Κατασκευή ενός rating για κάθε χρήστη που προσδιορίζει ποια προϊόντα του αρέσουν, ποια όχι και για 
ποια δεν έχει εκφράσει ακόµη άποψη. 

2. Εύρεση των χρηστών που έχουν παρόµοια µοτίβα rating µε τον χρήστη Χ που εξετάζουµε. 
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3. Χρήση των ratings των χρηστών που βρήκαµε στο δεύτερο βήµα για να προταθούν προϊόντα για τα 
οποία ο χρήστης Χ που µας ενδιαφέρει δεν έχει εκφράσει άποψη. 

Το βήµα 2 µπορεί να υλοποιηθεί µε την χρήση του αλγορίθµου Nearest Neighbor Search (k-NN) [150]. Ο k-
NN είναι ο πιο διαδεδοµένος αλγόριθµος που χρησιµοποιείται για την επίλυση του προβλήµατος 
βελτιστοποίησης δοθέντος ενός συνόλου S διανυσµάτων και ενός διανύσµατος q. Ο k-nn µπορεί να βρει µε 
καλή προσέγγιση τα k πιο κοντινά διανύσµατα στο q. Στην περίπτωση µας κάθε προφίλ χρήστη θα 
παρουσιάζεται ως ένα διάνυσµα όπου η κάθε διάσταση θα αντιστοιχεί σ’ ένα προϊόν. Αυτό µπορεί να το 
πετύχει είτε µε κατακερµατισµό του χώρου και αποκλεισµό των υποχώρων που δεν οδηγούν σε βέλτιστα 
αποτελέσµατα (Branch and Bound), είτε µε το να οµαδοποιεί τα πιο κοινά διανύσµατα µαζί, είτε ακόµη και 
µε απλή σειριακή αναζήτηση.  

Μια άλλη µορφή συνεργατικών φίλτρων που χρησιµοποιείται από την Amazon [151] είναι η κατασκευή 
ενός δισδιάστατου πίνακα που στις γραµµές και τις στήλες του έχει εξίσου όλα τα προϊόντα. Αυτός ο 
πίνακας αντικειµένου προς αντικείµενο προσδιορίζει ότι συνήθως ένας χρήστης που επιλέγει ένα προϊόν το 
επιλέγει µαζί µε κάποια άλλα που προσδιορίζονται από την αντίστοιχη γραµµή του πίνακα. Ο πίνακας αυτός 
συνοψίζει τις επιλογές που έκαναν οι χρήστες στο παρελθόν και µε την επιλογή ενός ή περισσότερων 
προϊόντων από έναν χρήστη είναι σε θέση να χρησιµοποιηθεί για να γίνουν οι κατάλληλες συστάσεις που 
αντιστοιχούν στις γραµµές των προϊόντων που επέλεξε. 

 

Σχήµα 9.2 Πίνακας προτιµήσεων 

Όπως φαίνεται στο Σχήµα 9.2 Ο χρήστης δεν έχει εκφράσει άποψη για το αντικείµενο B  αλλά µπορεί να 
θεωρηθεί ότι η προτίµηση του είναι ίση µε τον µέσο όρο της βαθµολογίας που έχουν οι χρήστες για αυτό το 
αντικείµενο που έχουν πιο όµοια προφίλ µαζί του. 

Τα συστήµατα συστάσεων που κάνουν χρήση συνεργατικών φίλτρων µπορούν περαιτέρω να χωριστούν σε 
δύο κατηγορίες στα Memory-based (Βασισµένα στην µνήµη) Modeled-based (Βασισµένα στο µοντέλο). Στις 
επόµενες δύο υποενότητες τα παρουσιάζουµε αναλυτικά. 

9.2.1.Βασισμένα στην μνήμη

Στα συνεργατικά φίλτρα που βασίζονται στην µνήµη, αρχικά επιλέγουµε ένα σύνολο U από χρήστες που 
είναι πιο όµοιοι µε τον χρήστη που µας ενδιαφέρει και έπειτα µε βάση τις προτιµήσεις αυτών των χρηστών 
βαθµολογούµε κατάλληλα τα προϊόντα τα οποία δεν έχει ακόµη προσπελάσει ο αρχικός µας χρήστης. 

Η εύρεση του συνόλου U των πιο όµοιων χρηστών µπορεί να γίνει µε το να συγκρίνουµε τον αρχικό µας Χ 
χρήστη µε τους υπόλοιπους του συστήµατος και να κρατήσουµε αυτούς που έχουν την υψηλότερη 
οµοιότητα. Η οµοιότητα µεταξύ δύο χρηστών µπορεί να ποσοτικοποιηθεί µε το να πάρουµε τα βάρη για όλα 
τα προϊόντα που έχουν προσπελάσει οι δύο χρήστες x, y. Αυτό µπορούµε να το πετύχουµε µε την εξίσωση 
Pearson Correlation 9.1 

Al
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B  (9.1) 

Όπου B  είναι το σύνολο αντικειµένων που έχουν προσπελαστεί και βαθµολογηθεί από αµφοτέρους τους 
χρήστες και B  ο µέσος όρος βαρύτητας που δίνει ο χρήστης X στα προϊόντα που προσπέλασε. 

Αν θεωρήσουµε το προφίλ κάθε χρήστη ως ένα διάνυσµα αντί να χρησιµοποιήσουµε την εξίσωση 9.1 
µπορούµε να χρησιµοποιήσουµε την 9.2 που εκφράζει την οµοιότητα µεταξύ δύο χρηστών µε βάση τον 
συντελεστή συνηµίτονου. Οι όροι ορίζονται όπως και πιο πάνω. 

B  (9.2) 

Αφού βρούµε το σύνολο U των πιο όµοιων χρηστών προς τον χρήστη που µας ενδιαφέρει είµαστε σε θέση 
να εκτιµήσουµε το rating των προϊόντων που ακόµη δεν έχει προσπελάσει µε βάση έναν από τους τύπους 9.3 
έως 9.5 

B  (9.3) 

B  (9.4) 

B  (9.5) 

Όπου B  είναι ο µέσο όρος των βαθµών που δίνει ο χρήστης u για τα προϊόντα που έχει προσπελάσει και το k 
δίνεται από τον τύπο 9.6 

k=B  (9.6) 

Ένα µεγάλο πλεονέκτηµα των συνεργατικών φίλτρων που είναι βασισµένα στην µνήµη είναι ότι τα 
αποτελέσµατα των συστάσεων µπορούν να ερευνηθούν και να εξηγηθούν άµεσα εφόσον έχουµε κατανοήσει 
την µέθοδο.  

simil(x , y) =
∑i∈Ixy

(rx,i − r̄x) · (ry,i − r̄y)

∑i∈Ixy
(rx,i − r̄x)2 · (ry,i − r̄y)2

Ixy

r̄x

cos(→x , →y ) =
→x · →y

→x · →y
=

∑i∈Ixy
rx,i · ry,i

∑i∈Ix
rx,i2 · ∑i∈y ry,i2

ru,i =
1
N ∑

u′�∈U

ru′ �,i

ru,i = k ∑
u′�∈U

simil(u , u′�)ru′ �,i

ru,i = r̄u + k ∑
u′�∈U

simil(u , u′�)(ru′�,i − r̄u′ �)

r̄u

1
∑u′�∈U |simil(u, u′�) |

B170



Νέα δεδοµένα µπορούν να προστεθούν και να γίνουν συστάσεις για αυτά, εφόσον βέβαια µια αρχική 
κρίσιµη µάζα χρηστών τα προσπελάσει και εκφράσει άποψη για αυτά. Σε νέους χρήστες δεν θα µπορεί να 
προσφέρει συστάσεις γιατί προϋποθέτει ο χρήστης να έχει ήδη κάποια δραστηριότητα στο σύστηµα ούτως 
ώστε να παρέχει συστάσεις. 

9.2.2.Βασισμένα στο μοντέλο

Στην Model-Based αρχιτεκτονική αναπτύσσουµε µοντέλα που χρησιµοποιούν τεχνικές εξόρυξης δεδοµένων, 
αλγόριθµους µηχανικής µάθησης και αναγνωρίσεις κοινών µοτίβων (patterns) µε βάση δεδοµένα στα οποία 
τα εκπαιδεύσαµε. Αυτά τα µοντέλα ενσωµατώνουν τεχνικές από Bayesian Networks, clustering models και 
latent semantic models[152]. Πιο συγκεκριµένα µέθοδοι όπως οι singular value decomposition[20], 
probabilistic latent semantic analysis[24], Multiple Multiplicative Factor[153], Latent Dirichlet 
allocation[28] καθώς και µοντέλα markov decision process based προσαρµόζονται για τις ανάγκες 
κατασκευής ενός συστήµατος συστάσεων. 

Αυτές οι µέθοδοι έχουν την ικανότητα να βρίσκουν κείµενα, αντικείµενα, προϊόντα που έχουν κοινά 
χαρακτηριστικά µεταξύ τους. Είναι φανερό πως προσφέρουν βασικά εργαλεία για την παραγωγή 
συστάσεων. Οι τεχνικές κατηγοριοποίησης (classification) και συσταδοποίησης (clustering)   ενδείκνυται 
γιατί είναι σε θέση να διαχειρίζονται µεγάλο πλήθος δεδοµένων µε βάση τα χαρακτηριστικά που έχει κάθε 
αντικείµενο ή χρήστης. Αυτές  οι µέθοδοι είναι πιο ολιστικές και καταφέρνουν να αποκαλύψουν λανθάνοντα 
(latent) και κρυµµένα στοιχεία. 

  

Σχήµα 9.3 Συστάσεις µε βάση την συστάδα που ανήκουν οι χρήστες 

Στο Σχήµα 9.3 φαίνεται πως µετά την συσταδοποίηση των χρηστών, χρήστες από διαφορετικές συστάδες 
ακόµη και αν επιλέξουν το ίδιο προϊόν µπορεί να λάβουν διαφορετικές συστάσεις. Η συστάδα που βρίσκεται 
ένας χρήστης καθορίζει το ποια προϊόντα θα του συσταθούν.  

Τα περισσότερα από τα µοντέλα βασίζονται στο να δηµιουργήσουν µια ταξινόµηση  και οµαδοποίηση 
χαρακτηριστικών για να ανακαλύψουµε την συµπεριφορά του χρήστη µε βάση τα δεδοµένα που έχουµε για 
αυτόν. Κοινές συµπεριφορές µεταξύ χρηστών µας επιτρέπουν να κάνουµε προβλέψεις για περαιτέρω 
συστάσεις σε προϊόντα ή υπηρεσίες που µπορεί να µην έχουν ακόµη επιλέξει οι ίδιοι αλλά έχουν επιλέξει 
άτοµα τα οποία βρίσκονται µαζί στην ίδια οµαδοποίηση και κατάταξη. 
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Στα θετικά των συνεργατικών φίλτρων που είναι βασισµένα στο µοντέλο είναι ότι µπορεί να διαχειριστεί 
αποδοτικά το γεγονός ότι οι πληροφορίες για τα δεδοµένα που έχουµε από τους χρήστες προς τα προϊόντα 
είναι αραιές. Δηλαδή το ότι οι χρήστες έχουν εκφράσει άποψη για λίγα προϊόντα σε σχέση µε το πλήθος των 
προϊόντων που είναι διαθέσιµα στο πληροφοριακό σύστηµα. 

Από την άλλη πλευρά η υψηλή ακρίβεια της µεθόδου µειώνεται όσο το πλήθος τον προϊόντων αυξάνεται 
λόγω του ότι η χρήση των άδηλων µεταβλητών θα γίνεται µεγαλύτερη. 

9.2.3.Υβριδικά συνεργατικά φίλτρα

Έχουν υλοποιηθεί συνεργατικά φίλτρα που συνδυάζουν τις τεχνικές που είναι βασισµένες στην µνήµη µε τις 
τεχνικές που είναι βασισµένες στο µοντέλο. Αυτά τα φίλτρα έχουν δηµιουργηθεί µε σκοπό να ξεπεράσουν 
τους περιορισµούς που προκύπτουν από την κάθε µία τεχνική ξεχωριστά. 

Για τις ανάγκες του Google news προτάθηκε ένα συνεργατικό φίλτρο [154] που συνδυάζει σ’ ένα γραµµικό 
µοντέλο την συσταδοποίηση MinHash [155], το Probabilistic Latent Sematic Indexing (PLSI) µε το ποιες 
ειδήσεις και πόσες φορές της έχει επισκεφτεί ένας χρήστης. 

Τέτοιες υβριδικές µέθοδοι έχουν πολύ καλή ακρίβεια στις συστάσεις τους αλλά είναι πιο δύσκολο να 
υλοποιηθούν και η πολυπλοκότητα των υπολογισµών που έχουν να κάνουν είναι αισθητά µεγαλύτερη σε 
σχέση µε µια απλή µέθοδο. 

9.3.Φίλτρα που Βασίζονται στο Περιεχόμενο


Τα φίλτρα που βασίζονται στο περιεχόµενο (Content Based filtering)[156] είναι συστήµατα που βασίζονται 
στην περιγραφή ενός αντικειµένου και στο προφίλ ενδιαφερόντων που έχει κάθε χρήστης. Το προφίλ του 
χρήστη περιγράφει τον τύπο των αντικειµένων που ενδιαφέρουν τον χρήστη. Έπειτα υπάρχει µια µέθοδος 
όπου συγκρίνει όλα τα αντικείµενα µε το προφίλ του κάθε χρήστη και αποφασίζει ποια τον ενδιαφέρουν για 
να του συσταθούν. 

Αυτό που κάνουν τα Content Based Recommendation Systems είναι να αναλύουν τις περιγραφές των 
αντικειµένων που έχει δει ο χρήστης καθώς και αυτά που δεν έχει δει, µε σκοπό να αναγνωρίζει από αυτά 
που δεν έχει δει ακόµη αυτά που τον ενδιαφέρουν. 

 

Σχήµα 9.4 Συστάσεις που βασίζονται στην οµοιότητα των προϊόντων  

Το πρώτο θέµα που θα µας απασχολήσει είναι ο τρόπος που αναπαριστάται η περιγραφή καθενός 
αντικειµένου εσωτερικά στο σύστηµα µας. Αυτό που θέλουµε είναι να έχουµε τα δεδοµένα µας σε µια 
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δοµηµένη µορφή. Ο καλύτερος τρόπος είναι να τα αποθηκεύσουµε σε tables µιας βάσης δεδοµένων. Οι 
στήλες θα περιγράφουν τις ιδιότητες του αντικειµένου. Κάθε αντικείµενο θα περιγράφεται από µια εγγραφή 
και θα ξεχωρίζονται αναµεταξύ τους από ένα µοναδικό ID. 

Στο Σχήµα 9.5 φαίνεται πως κάθε χρήστης έχει ένα προφίλ που βασίζεται στα χαρακτηριστικά των 
αντικειµένων που έχει βαθµολογήσει. Υπάρχει µια βάση δεδοµένων όπου για κάθε προϊόν αναφέρεται ποια 
χαρακτηριστικά έχει. Με βάση το προφίλ του χρήστη ανακτούµε από την βάση και κατατάσσουµε τα 
προϊόντα που ταιριάζουν καλύτερα σε αυτά που έχει προσπελάσει ούτως ώστε να του συσταθούν. 

 

Σχήµα 9.5 Περιγραφή χρήστη και προϊόντος για την παραγωγή λίστας συστάσεων 

Πολλές φορές δεν µας δίνονται οι περιγραφές των δεδοµένων σε δοµηµένη µορφή. Μπορεί να είναι απλώς 
ένα κείµενο που περιγράφει ένα αντικείµενο. Τότε καλούµαστε εµείς να µετατρέψουµε το απλό κείµενο σε 
µια δοµηµένη αναπαράσταση. Πολλές λέξεις κυρίως αυτές που µας ενδιαφέρουν µπορούµε να τις 
αντιµετωπίζουµε ως ιδιότητες. Η ιδιότητα θα είναι boolean και θα υποδηλώνει αν υπάρχει µέσα στα κείµενο 
ή θα είναι κάποιος ακέραιος και θα υποδηλώνει το πόσες φορές συναντήσαµε την λέξη αυτή στο κείµενο. 

Ένα επόµενο θέµα που προκύπτει στην διαδικασία αυτή είναι ότι λέξεις όπως “επεξεργάζοµαι”, 
“επεξεργαστής”, “επεξεργασία” θα ξεχωρίσουν ως διαφορετικές έννοιες. Θα ήταν προτιµότερο να της 
ενοποιήσουµε σε έναν όρο. Αυτό επιτυγχάνεται µε το να εργαστούµε και να θεωρήσουµε ως όρους που µας 
ενδιαφέρουν τις ρίζες των λέξεων [157]. Έπειτα µπορούµε να κάνουµε χρήση µιας µεθόδου που µετρά την 
συχνότητα που συναντήθηκε ένας όρος αντιστρόφως ανάλογα µε τον αριθµό των κειµένων [158]. Όσο πιο 
µεγάλος είναι ο αριθµός w(t,d) σηµαίνει πως τόσο πιο συχνά συναντήθηκε ο αντίστοιχος όρος και τόσο πιο 
πολύ χαρακτηρίζει το αντικείµενο. Ο τύπος δίνεται από την σχέση 9.7 

  

B  (9.7) 

Όπου d είναι ένα κείµενο, t είναι ένας όρος µέσα σε ένα κείµενο, Ν είναι το πλήθος των κειµένων, B  είναι 
η συχνότητα που υπάρχει ο όρος t στο συγκεκριµένο κείµενο d και B  είναι ο αριθµός των κειµένων στην 
συλλογή των Ν κειµένων που περιέχουν τον t όρο. 

w(t, d) =
t ft,dlog( N

dft )
∑i (t ft,d)

2
log( N

tfti )
2

t ft,d
d ft
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Αφού αναπαραστήσουµε την περιγραφή καθενός αντικειµένου, µας ενδιαφέρει να δηµιουργήσουµε προφίλ 
που θα αντιπροσωπεύουν τα ενδιαφέροντα που µπορεί να έχει κάθε χρήστης. Τα προφίλ µπορούν να 
κατασκευάζονται κυρίως από δύο τύπους πληροφοριών. Τις προτιµήσεις των χρηστών και το ιστορικό των 
χρηστών. 

Τα προφίλ που βασίζονται στις προτιµήσεις των χρηστών περιγράφουν τους τύπους των αντικειµένων που 
ενδιαφέρουν τον χρήστη. Με αυτό τον τρόπο θα έχουν τα n αντικείµενα που ενδιαφέρουν περισσότερο κάθε 
χρήστη και θα είναι σε θέση να προβλέψουν κατά πόσο ο χρήστης ενδιαφέρεται για κάποιο άλλο 
αντικείµενο που υπάρχει στο σύστηµα. 

 Ο καλύτερος τρόπος για την κατασκευή του προφίλ του χρήστη είναι να καταγράφουµε όλες τις 
αλληλεπιδράσεις του χρήστη µε το σύστηµα όπως όλα τα αντικείµενα που επισκέφτηκε, αγόρασε και  
αναζήτησε. Υπάρχουν πολλές χρήσεις του ιστορικού των αλληλεπιδράσεων του χρήστη. Το σύστηµα µπορεί 
να έχει καταγεγραµµένα τα αντικείµενα που έχει δει και ενδιαφέρουν αυτόν τον καιρό τον χρήστη. Όσα 
αντικείµενα έχει ήδη επισκεφτεί ή έχει αγοράσει ο χρήστης θα φιλτραριστούν και δεν θα προταθούν για να 
συσταθούν αλλά µπορούν να είναι τα δεδοµένα που θα εκπαιδεύσουν έναν αλγόριθµο µηχανικής µάθησης. 

Σχήµα 9.6 Βαθµονόµηση oµοιότητας του προφίλ προϊόντος µε  το προφίλ χρήστη  

Το ιστορικό ενός χρήστη µπορεί να χρησιµοποιηθεί από ένα recommendation σύστηµα βασισµένο σε 
συγκεκριµένους κανόνες (ruled-based) για να παράγει συστάσεις. Αυτό σηµαίνει πως οι συστάσεις που θα 
γίνουν βασίζονται σε συγκεκριµένους κανόνες που εφαρµόζονται πάνω στα ιστορικά δεδοµένα του χρήστη. 
Παράδειγµα κανόνα για να διευκρινίσουµε τι εννοούµε είναι για κάθε βιβλίο ή ταινία που έχει δει ο χρήστης 
να συστήνουµε την συνέχεια της. Αν έχει δει την ταινία ο Άρχοντας των δακτυλιδιών το πρώτο µέρος είναι 
πολύ πιθανόν έπειτα να ενδιαφερθεί και για τον Άρχοντα των δακτυλιδιών το δεύτερο µέρος. 

Αφού µαζέψουµε τα δεδοµένα που κρίνουµε για κάθε χρήστη περνάµε στην επόµενη φάση όπου θα πρέπει 
να τα µοντελοποιήσουµε και να τα επεξεργαστούµε. Για κάθε χρήστη θα πρέπει να παράγουµε ένα µοντέλο 
των προτιµήσεων του, έπειτα να χρησιµοποιήσουµε αλγόριθµους κατηγοριοποίησης µε σκοπό κάθε φορά 
που δίνεται ένα καινούριο αντικείµενο το σύστηµα να είναι σε θέση να προβλέψει τον βαθµό που τον 
ενδιαφέρει. Υπάρχουν πολλοί αλγόριθµοι που µπορούν να ολοκληρώσουν το content based recommendation 
σύστηµα µας. Ο κάθε ένας από τους αλγόριθµους αυτούς χρειάζεται µια εκτενή παρουσίαση για να 
κατανοηθεί και να υλοποιηθεί. Παρακάτω θα περιγράψουµε συνοπτικά τους βασικότερους. 

Στο σχήµα 9.7 φαίνεται η διαφορά µεταξύ των φίλτρων που βασίζονται στο περιεχόµενο µε τα συνεργατικά 
φίλτρα. Στα συνεργατικά φίλτρα βρίσκουµε ποιοι χρήστες µοιάζουν περισσότερο και αναλόγως µε το τι έχει 
επιλέξει ο καθένας γίνονται συστάσεις στους υπόλοιπους. Στα φίλτρα που βασίζονται στο περιεχόµενο 
βρίσκουµε ποια προϊόντα είναι όµοια. Αν κάποιος χρήστης επιλέξει ένα προϊόν θα του συσταθούν τα 
υπόλοιπα προϊόντα που είναι περισσότερο όµοια µε αυτό που επέλεξε. 
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Σχήµα 9.7 Φίλτρα που βασίζονται στο περιεχόµενο και συνεργατικά φίλτρα 

9.3.1.Δέντρα απόφασης  

Τα δεδοµένα που έχουµε µαζέψει µπορούµε µε µια αναδροµική µέθοδο να τα διαµερίζουµε σε υπό - οµάδες 
δεδοµένων έως ότου να φτάσουµε στο σηµείο κάθε υπό - οµάδα να αντιστοιχεί σε µια κλάση. Με αυτόν τον 
τρόπο θα φτιαχτεί ένα δέντρο αποφάσεων (decision tree) [159]. Η διαµέριση θα πραγµατοποιηθεί µε 
κριτήριο την ύπαρξη ενός συγκεκριµένου όρου. Αφού φτιαχτεί το δέντρο απόφασης από τα δεδοµένα του 
προφίλ του χρήστη, µπορούµε για  κάθε αντικείµενο να αποφανθούµε κατά πόσο αξίζει ή όχι να συσταθεί. 

9.3.2.Μέθοδοι κοντινότερου γείτονα 

Με την χρήση του αλγόριθµου κοντινότερου γείτονα (nearest neighbor) [160] συγκρίνουµε κάθε αντικείµενο 
που έχουµε στο σύστηµα µας µε τα αντικείµενα που υπάρχουν στο προφίλ του χρήστη. Τα αντικείµενα που 
είναι στο προφίλ του χρήστη ξέρουµε σε τι βαθµό τον ενδιαφέρουν. Από αυτή την σύγκριση βρίσκουµε τα k  
πιο όµοια αντικείµενα του συστήµατος σε σχέση µε αυτά που έχει επιλέξει ο χρήστης. Τέλος αφού 
γνωρίζουµε το πόσο ενδιαφέρεται ο χρήστης για αυτά τα k αντικείµενα θα έχουµε επίσης µια ένδειξη για το 
πόσο ενδιαφέρεται για κάθε άλλο αντικείµενο. 

9.3.3.Ανατροφοδότηση συνάφειας 

Στην µέθοδο της ανατροφοδότησης συνάφειας (relevance feedback) [161] κάθε φορά προσφέρεται στο 
σύστηµα µια λίστα µε τα χαρακτηριστικά που ενδιαφέρουν τον χρήστη και δέχεται ως απάντηση τα 
αντικείµενα που ταιριάζουν πιο καλά σε αυτά τα χαρακτηριστικά. Αυτό που γίνεται στην συνέχεια είναι να 
µπορεί ο χρήστης να ανατροφοδοτεί το σύστηµα µε το να δηλώνει κατά πόσο ήταν επιτυχηµένη και τον 
ενδιέφερε κάθε σύσταση που πήρε. Αν τον ενδιέφεραν τα κριτήρια που έγινε η επιλογή ενισχύονται αν όχι τα 
κριτήρια πρέπει να αλλάξουν. 

9.3.4.Άλλες μέθοδοι

Υπάρχουν και άλλες µέθοδοι που ενσωµατώνουν αλγόριθµους γραµµικής ταξινόµησης (Linear Classifiers) 
[162], πιθανολογικές µέθοδοι (Probablistic methods)[24], υβριδικές που συνδυάζονται µε άλλες µεθόδους 
και πολλές άλλες. Το κοινό όλων αυτών είναι ότι προσπαθούν να βρουν από τα χαρακτηριστικά που έχουν 
τα αντικείµενα, πια είναι παρόµοια. Έπειτα γνωρίζοντας από το προφίλ του χρήστη ποια αντικείµενα του 
άρεσαν να του συσταθούν παρόµοια αντικείµενα. 
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9.4.Τεχνικές Ανάκτησης Πληροφορίας σε Συστήματα Συστάσεων 


Τεχνικές εξόρυξης πληροφορίας µπορούν να χρησιµοποιηθούν για την δηµιουργία συστηµάτων συστάσεων 
όπου, είτε προσπαθούµε να συσταδοποιήσουµε σύνολα αντικειµένων, είτε να βρούµε συχνά 
επαναλαµβανόµενα µοτίβα συµπεριφοράς που θα µας βοηθήσουν να προβλέψουµε ποιο θα είναι το επόµενο 
αντικείµενο που θα ενδιαφέρει έναν χρήστη.  

Για παράδειγµα, αν ένα µεγάλο σύνολο χρηστών βάζει στο ηλεκτρονικό καλάθι του τα προϊόντα Α, Β, Γ, 
τότε το πρόγραµµα αν δει ότι ο χρήστης έχει βάλει στο καλάθι του τα Α και Β, αυτοµάτως θα του προτείνει 
και το Γ. 

Οι τεχνικές ανάκτησης πληροφορίας µπορούν να χρησιµοποιηθούν και στα φίλτρα που βασίζονται στο 
περιεχόµενο και στα συνεργατικά φίλτρα. Είναι εργαλεία που µπορούν να εφαρµοστούν σε εντελώς 
διαφορετικά συστήµατα. 

Στα συνεργατικά φίλτρα µια τεχνική ανάκτησης πληροφορίας µπορεί να συσταδοποιήσει και να βρει 
παρόµοιους χρήστες µε βάση το σηµασιολογικό νόηµα των κειµένων που σχετίζονται µαζί του. 

Στα φίλτρα που βασίζονται στο περιεχόµενο, αυτό που συσταδοποιείται είναι τα ίδια τα προϊόντα και όχι οι 
χρήστες. Με δεδοµένο ότι έχουµε ένα προϊόν, είµαστε σε θέση να βρούµε ποια είναι τα προϊόντα που έχουν 
πιο πολλά κοινά χαρακτηριστικά. 

Οι περισσότερες τεχνικές είναι σε θέση να επεξεργάζονται απλό κείµενο που µπορεί να σχετίζεται µε ένα 
προϊόν ή χρήστη. Το κείµενο αυτό µετατρέπεται αυτοµατοποιηµένα σ’ ένα πλήθος µεταβλητών και έπειτα 
εφαρµόζοντας ένα µαθηµατικό µοντέλο όπως της συνολοθεωρίας, της γραµµικής άλγεβρας και των 
πιθανοτήτων, είναι σε θέση να βρει  τα πιο όµοια προϊόντα και χρήστες. 

9.5.Σύστημα Συστάσεων που κάνει χρήση των Γράφων Ν-
γραμμάτων 


Μια καινοτόµος µέθοδος ανάκτησης πληροφορίας και κατηγοριοποίησης κειµένων προϊόντων είναι η 
κατηγοριοποίηση που κάνει χρήση του γράφου Ν-γραµµάτων (N-Grams Graph Classification) [49]. Η 
κατηγοριοποίηση µέσω του γράφου Ν-γραµµάτων θα αποτελέσει την βάση για να κατασκευάσουµε ένα 
πρωτότυπο σύστηµα συστάσεων.  

Στις παρακάτω παραγράφους περιγράφουµε το θεωρητικό µέρος της µεθόδου, τις διάφορες παραλλαγές που 
µπορούν να γίνουν, αναλύουµε πλήρως την αρχιτεκτονική του συστήµατος συστάσεων που υλοποιήσαµε, 
περιγράφουµε µελλοντικές έρευνες που µπορούν να γίνουν για την βελτίωση της ακρίβειας και της 
πολυπλοκότητας.  Τέλος δοκιµάζουµε πραγµατικά δεδοµένα εµπορικών προϊόντων και υπολογίζουµε την 
ακρίβεια των αποτελεσµάτων της.  

9.5.1.Γράφος Ν-γραμμάτων

Όπως έχουµε αναφέρει και στην ενότητα 4 κάθε κείµενο µπορεί να αναπαρασταθεί ως ένας γράφος Ν-
γραµµάτων. Τα Ν-γράµµατα είναι όλοι οι πιθανοί συνδυασµοί Ν συνεχόµενων χαρακτήρων που µπορούν να 
προκύψουν από ένα κείµενο. Αυτά τα Ν-γράµµατα αναπαριστώνται ως κόµβοι στον γράφο. Αν δύο Ν-
γράµµατα βρίσκονται κοντά στο αρχικό κείµενο τότε θα πρέπει να προστεθεί µια ακµή που να τα ενώνει.  

Στην υλοποίηση για το σύστηµα συστάσεων επιλέξαµε το Ν ίσο µε το τρία. Οπότε έχουµε τριγράµµατα και 
για  κάθε τρίγραµµα σχηµατίζουµε τρεις ακµές µε τα τρία επόµενα τριγράµµατα, εκτός βέβαια αν 
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βρισκόµαστε στο τρίτο από το τέλος, δεύτερο από το τέλος και τελευταίο τρίγραµµα όπου εκεί θα 
σχηµατίζονται δύο, µία και καµία ακµή αντίστοιχα.  

Ο σχηµατισµός των κόµβων και των ακµών του γράφου καθώς και οι µετρικές οµοιότητας γράφων είναι 
όπως περιγράφονται στην ενότητα 4. 

9.5.2.Κατασκευή του γράφου τριγραμμάτων που αντιστοιχεί σ’ ένα 
θέμα


Κάθε κείµενο µπορεί να αναπαριστάται µέσω του µοντέλου αναπαράστασης του γράφου τριγραµµάτων, ως 
ένας γράφος. Σε µια επέκταση της διαδικασίας αυτής µπορούµε να αναπαριστούµε ως γράφο τριγραµµάτων 
όχι µόνο ένα κείµενο αλλά και ένα θέµα από τα θέµατα που υπάρχουν µια συλλογή κειµένων. 

Μια συλλογή κειµένων περιλαµβάνει κείµενα που το κάθε ένα ιδανικά ανήκει σε µία κατηγορία που 
αντιστοιχεί σ’ ένα θέµα. Αν το κάθε κείµενο ανήκει σε µία κατηγορία τότε έχουµε την περίπτωση του hard 
classification. Αν κάθε κείµενο ανήκει σε περισσότερες από µία κατηγορίες τότε έχουµε την περίπτωση του 
soft classification. 

Θα ξεκινήσουµε να περιγράψουµε την µέθοδο κατασκευής του γράφου τριγραµµάτων  στην περίπτωση που 
κάθε κείµενο ανήκει σε µια κατηγορία και έπειτα θα την επεκτείνουµε και στην περίπτωση που κάθε κείµενο 
ανήκει σε πολλές κατηγορίες. 

Έχοντας µια συλλογή κειµένων που περιλαµβάνει ένα πλήθος κατηγοριών που στην κάθε κατηγορία 
περιέχονται ένα πλήθος κειµένων µπορούµε να κατασκευάσουµε έναν γράφο τριγραµµάτων που να 
αντιπροσωπεύει την κάθε κατηγορία. Αυτό µπορεί να γίνει µέσω των δύο ακόλουθων µεθόδων: 

• Ενώνουµε όλα τα κείµενα που ανήκουν στην ίδια κατηγορία σαν να είναι ένα κείµενο και εφαρµόζουµε 
την µέθοδο υλοποίησης γράφων Ν-γραµµάτων.  

• Έχουµε σχηµατίσει τους γράφους τριγραµµάτων για κάθε κείµενο και τους ενώνουµε σ’ έναν µεγαλύτερο. 
Αν έχουµε επιλέξει µια υλοποίηση µε βάρη στις ακµές, τότε κάθε ακµή του καινούριου γράφου θα έχει 
βάρος όσο είναι το άθροισµα όλων των βαρών των ακµών. 

Στην περίπτωση που έχουµε soft classification εφαρµόζουµε µια από τις προηγούµενες δύο µεθόδους µε την 
διαφορά ότι κάθε κείµενο θα ενσωµατωθεί σε όλους τους γράφους θεµάτων που ανήκει. 

Η κατασκευή ενός γράφου που αντιστοιχεί σ’ ένα θέµα προϋποθέτει ότι έχουµε ένα σύνολο κειµένων 
εκπαίδευσης. Από την στιγµή που έχουν φτιαχτεί οι γράφοι είµαστε σε θέση να τους εφαρµόσουµε σε 
τεχνικές κατηγοριοποίησης και ανάκτησης πληροφορίας σύµφωνα µε τα πρότυπα που αναφέραµε στην 
ενότητα 9.4. 

9.5.3.Αρχιτεκτονική του συστήματος συστάσεων που χρησιμοποιεί 
τον γράφο τριγραμμάτων.


Έχουµε επεξηγήσει τις έννοιες του συστήµατος συστάσεων, γράφου τριγραµµάτων που αντιπροσωπεύει ένα 
κείµενο, γράφου τριγραµµάτων που αντιπροσωπεύει ένα θέµα, σύγκρισης γράφων, στις προηγούµενες 
ενότητες. Τώρα είµαστε σε θέση να παρουσιάσουµε ένα σύστηµα συστάσεων που χρησιµοποιεί όλες αυτές 
τις τεχνικές για να προτείνει εµπορικά προϊόντα σε χρήστες που χρησιµοποιούν ένα εµπορικό πληροφοριακό 
σύστηµα. 

Το σύστηµα συστάσεων που προτείνουµε ανήκει στην κατηγορία των συστηµάτων συστάσεων που 
χρησιµοποιούν φίλτρα που βασίζονται στο περιεχόµενο και χρησιµοποιεί την καινοτόµο µέθοδο ανάκτησης 
πληροφορίας που αναπαριστά τα κείµενα ως ΓΝΓ. 
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Ο χρήστης µε το που µπαίνει σε ένα πληροφοριακό σύστηµα εµπορικών προϊόντων και επιλέγει να δει ή 
βάζει στο καλάθι του ένα ή περισσότερα προϊόντα του συστήνονται τα R πιο όµοια προϊόντα σε σχέση µε 
αυτά που επέλεξε σύµφωνα µε τον αλγόριθµο συστήµατος συστάσεων 9.1 

Η µέθοδος αρχικά έχει φτιάξει έναν γράφο τριγραµµάτων για κάθε κατηγορία προϊόντων µε βάση τα κείµενα 
που περιγράφουν τα προϊόντα της κατηγορίας. Έπειτα, φτιάχνει ένα γράφο τριγραµµάτων για το προϊόν που 
επιλέχθηκε από τον χρήστη. Στην συνέχεια, συγκρίνει κάθε γράφο τριγραµµάτων των κατηγοριών µε τον 
γράφο τριγραµµάτων του προϊόντος. Η σύγκριση που έχει τον µεγαλύτερο συντελεστή οµοιότητας 
υποδεικνύει σε ποια κατηγορία ανήκει το επιλεγµένο προϊόν. Τέλος, γίνεται µια σύγκριση του γράφου 
τριγραµµάτων του προϊόντος µε όλους τους γράφους τριγραµµάτων προϊόντων που ανήκουν στην κατηγορία 
που κατηγοριοποιήθηκε το επιλεγµένο προϊόν. Τα R πιο όµοια προϊόντα είναι αυτά που θα συσταθούν στον 
χρήστη. 

Στην ειδική περίπτωση που ο αριθµός R των προϊόντων που καλούµαστε να ανακτήσουµε είναι µεγαλύτερος 
από το πλήθος των προϊόντων που υπάρχουν στην κατηγορία που ανήκει το προϊόν που επέλεξε ο χρήστης, 
µπορούµε να ανατρέξουµε στις επόµενες κατηγορίες που έχουν τον µεγαλύτερο συντελεστή οµοιότητας.  Το 
ότι η οµοιότητα ενός προϊόντος µε µια κατηγορία είναι ένας βαθµονοµηµένος αριθµός, µας δίνει την 
δυνατότητα να ξέρουµε και σε ποιες άλλες κατηγορίες ανήκει το προϊόν σε µια φθίνουσα σειρά. 

Αλγόριθµος 9.1 Σύστασης Προϊόντων

    Είσοδος: Κείµενο περιγραφής του κάθε 
προϊόντος, Κ κατηγορίες µε ένα σύνολο 
κειµένων προϊόντων που ανήκει στην κάθε µία. 
Το τρέχον προϊόν-προϊόντα που επέλεξε ο 
χρήστης. 
    Έξοδος: Τα R καλύτερα προϊόντα που θα 
συσταθούν.

1: Για κάθε κατηγορία φτιάχνουµε τον γράφο 3-
γραµµάτων που την αναπαριστά από τα κείµενα 
προϊόντων που αποτελείται. 

2: Για το τρέχον προϊόν-προϊόντα που επέλεξε ο 
χρήστης φτιάχνουµε τον γράφο τριγραµµάτων 
του από το κείµενο που το συνοδεύει.

3: Συγκρίνουµε τον γράφο που παράχθηκε στο 
βήµα 2 µε όλους του γράφους που παράχθηκαν 
στο βήµα1.

4 Το προϊόν ανήκει στην κατηγορία µε την οποία 
είχαµε το µεγαλύτερο συντελεστή σύγκρισης 
γράφων κατηγορίας – προϊόντος.

5 Συγκρίνουµε τον γράφο του προϊόντος που 
επέλεξε ο χρήστης µε όλους τους γράφους των 
προϊόντων στην κατηγορία που βρίσκεται.

6 Τα R προϊόντα που έχουν τον καλύτερο 
συντελεστή σύγκρισης του τρέχοντος προϊόντος 
µε τα προϊόντα κατηγορίας, θα είναι αυτά που θα 
συσταθούν.
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9.5.4.Επιλογή γράφου τριγραμμάτων και μεθόδου συγκρίσεων 
γράφων 


Στην παρούσα εφαρµογή των ΓΝΓ επιλέξαµε να έχουµε έναν κατευθυνόµενο γράφο για να προσδιορίζει 
ποιο τρίγραµµα προηγείται και ποιο έπεται. Δεν χρησιµοποιήσαµε βάρη στης ακµές, οπότε αν δύο 
τριγράµµατα συνορεύουν συχνά ή µόνο µια φορά, είναι µια πληροφορία που δεν αποδίδεται από τον γράφο. 

Για την σύγκριση της οµοιότητας των γράφων χρησιµοποιήσαµε την µέθοδο οµοιότητας περιεχοµένου. Σε 
κάθε ένα από τα δύο στάδια σύγκρισης γράφων µπορούν να χρησιµοποιηθούν διαφορετικής µορφής γράφοι 
και µέθοδοι σύγκρισης. Θα µπορούσαµε όταν προσπαθούµε να κατατάξουµε ένα προϊόν σε ποια κατηγορία 
ανήκει, να χρησιµοποιήσουµε γράφους µε κανονικοποιηµένα βάρη και κανονικοποιηµένη οµοιότητα κατά 
αξία, ενώ όταν ψάχνουµε το πιο όµοιο προϊόν µέσα στην κατηγορία να χρησιµοποιήσουµε γράφους χωρίς 
βάρη και οµοιότητα περιεχοµένου. 

9.5.5.Πλεονεκτήματα του συστήματος συστάσεων που κάνει χρήση 
του γράφου τριγραμμάτων


Παρακάτω παραθέτουµε τα πλεονεκτήµατα του συστήµατος συστάσεων που κάνει χρήση του γράφου 
τριγραµµάτων, έναντι των περισσότερων διαδεδοµένων συστηµάτων συστάσεων 

• Δεν χρειάζεται η αποθήκευση και χρήση προφίλ χρηστών 

• Μπορεί να συστήσει καινούρια προϊόντα που µπαίνουν στο σύστηµα (cold start problem) 

• Η µέθοδος δεν αποδίδει µόνο αν ένα προϊόν προτείνεται για να συσταθεί ή όχι αλλά και σε τι ποσοστό 
αξίζει να συσταθεί 

• Γρηγόρη εύρεση των πιο όµοιων προϊόντων µε αυτό που επέλεξε ο χρήστης. Δεν χρειάζεται να 
διατρέξουµε και να συγκρίνουµε όλα τα προϊόντα, αλλά µόνο το προϊόν µε τον γράφο αναπαράστασης 
κάθε κατηγορίας συν το πόσα προϊόντα έχει η κάθε κατηγορία. 

• Ένα προϊόν µπορεί να ανήκει σε πολλές κατηγορίες σε διαφορετικά ποσοστά στην κάθε µια. 

• Καταγράφεται εν µέρει η πληροφορία της διάταξης των λέξεων σε ένα κείµενο. 

9.5.6.Σύστημα συστάσεων συνεργατικών φίλτρων που κάνει χρήση 
γράφων τριγραμμάτων 


Μια εναλλακτική υλοποίηση του συστήµατος συστάσεων που κάνει χρήση του γράφου τριγραµµάτων θα 
ήταν η κατασκευή του σύµφωνα µε τα πρότυπα των συνεργατικών φίλτρων. 

Σε αυτή την περίπτωση θα µπορούσαµε να κρατήσουµε ένα προφίλ για κάθε χρήστη που θα αποτελείται από 
τα προϊόντα που επέλεξε ή αγόρασε συνοδευόµενο µε τα αντίστοιχα κείµενα των προϊόντων. Από αυτά τα 
κείµενα θα φτιάξουµε τον γράφο τριγραµµάτων που αντιστοιχούν σε κάθε χρήστη. Συγκρίνοντας τους 
γράφους τριγραµµάτων µεταξύ χρηστών, ξέρουµε ποιοι χρήστες έχουν παρόµοιες προτιµήσεις.  

Κάθε φορά που ένας χρήστης θα συνδέεται στο πληροφοριακό σύστηµα εµπορικών προϊόντων θα 
αναγνωρίζεται το προφίλ, ποιοι άλλοι χρήστες έχουν παρόµοιο προφίλ και θα του συστήνονται τα προϊόντα 
που επέλεξαν οι χρήστες που έχουν παρόµοιο προφίλ µαζί του, αλλά δεν επέλεξε αυτός. Η υλοποίηση αυτού 
του συστήµατος συστάσεων διαφοροποιείται σε αρκετά σηµεία από το σύστηµα συστάσεων που φτιάχτηκε 
σύµφωνα µε τα πρότυπα των φίλτρων που βασίζονται στο περιεχόµενο. 
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9.5.7.Πειραματικά αποτελέσματα

Το σύστηµα συστάσεων που βασίζεται στην κατηγοριοποίηση µε γράφους τριγραµµάτων υλοποιήθηκε 
προγραµµατιστικά στην γλώσσα προγραµµατισµού java και δοκιµάστηκε σε πραγµατικά κείµενα από  
κριτικές προϊόντων της Amazon. Το σύνολο δεδοµένων της Amazon που µας δόθηκε, παρουσιάζεται στην 
µελέτη που πραγµατοποίησε ο dr J. McAuley και είχε τίτλο Hidden Factors and Hidden 
Topics:Understanding Rating Dimensions with Review Text  [163].  

To σύνολο δεδοµένων  περιείχε ένα σύνολο από κατηγορίες προϊόντων και για κάθε προϊόν 
χρησιµοποιήσαµε ως περιγραφή του τα reviews που έκαναν οι χρήστες για αυτό. Υπήρχαν προϊόντα που 
είχαν πολλά reviews και προϊόντα που είχαν λίγα. Το συνολικό πλήθος των reviews ήταν 34.686.770 τα 
οποία γράφτηκαν από 6.643.669 χρήστες για 2.441.053 προϊόντα.  

Χρήστες αρχικά επέλεξαν να δούνε ένα προϊόν από τα αναφερόµενα στο σύνολο δεδοµένων της Amazon και  
έπειτα τους προβλήθηκε µια σύσταση να δουν ένα επόµενο προϊόν. Η αξιολόγηση των συστάσεων 
πραγµατοποιήθηκε µέσω ερωτήσεων των χρηστών αν θεωρούν ενδιαφέρον το προϊόν που τους συστήνεται 
και το βρίσκουν σχετικό µε τις προτιµήσεις τους. Τα πειραµατικά αποτελέσµατα έδειξαν ένα ποσοστό 
επιτυχηµένων συστάσεων της τάξης του 79% το οποίο είναι ένα ποσοστό που φανερώνει την 
καταλληλότητα του µοντέλου κατηγοριοποίησης κειµένων που κάνει χρήση των ΓΝΓ για την παραγωγή 
συστάσεων σε εµπορικές εφαρµογές.  

9.6.Συμπεράσματα 


Στην ενότητα αυτή είδαµε τις βασικές τεχνικές µε τις οποίες κατασκευάζονται τα συστήµατα συστάσεων. 
Αναλύσαµε τα συνεργατικά φίλτρα και τα φίλτρα που βασίζονται στο περιεχόµενο, παρουσιάσαµε πώς οι 
τεχνικές ανάκτησης πληροφορίας µπορούν να είναι ο πυρήνας ή τα επιµέρους εργαλεία που θα 
δηµιουργήσουν ένα σύστηµα συστάσεων.  

Δεν υπάρχει σωστή και λάθος µέθοδος παραγωγής συστάσεων. Το ποια µέθοδο συστάσεων θα 
χρησιµοποιήσουµε, εξαρτάται από τις ανάγκες κάθε φορά που υπάρχουν στο πληροφοριακό σύστηµα 
εµπορικών προϊόντων που θέλουµε να το ενσωµατώσουµε. Κριτήρια µας είναι η µορφή των δεδοµένων που 
περιγράφουν τα προϊόντα, καθώς και τους χρήστες, η αποδοτικότητα του συστήµατος, ακόµη και νοµικά 
ζητήµατα, όπως το κατά πόσο µπορούµε να παρακολουθούµε και να επεξεργαζόµαστε τα προσωπικά 
δεδοµένα των χρηστών που παράγονται όταν χρησιµοποιούν το σύστηµα µας. 

Τέλος, κατασκευάσαµε την τεχνική σύστασης προϊόντων που κατηγοριοποιεί τα προϊόντα, χρησιµοποιώντας 
γράφους τριγραµµάτων. Είδαµε ότι αυτή η µέθοδος µπορεί να ικανοποιήσει τις απαιτήσεις ενός συστήµατος 
συστάσεων εµπορικών προϊόντων. Καθώς και το ότι ένα σύνολο κειµένων που αποτελούν κριτική σε 
εµπορικά προϊόντα µπορεί να είναι µια πηγή πληροφορίας µε την οποία εκπαιδεύεται ένα σύστηµα 
συστάσεων. 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10. Τεχνικές Βελτιστοποίησης Λειτουργιών Υπολογιστικού 
Νέφους που Διαχειρίζονται την Υπηρεσία 
Κατηγοριοποίησης Κειμένων με Γράφους Ν-γραμμάτων 


Στην ενότητα 4 είδαµε τον σχεδιασµό και την υλοποίηση ενός κατανεµηµένου µοντέλου κατηγοριοποίησης  
ροών από κείµενα που βασίζεται στην αναπαράσταση ΓΝΓ. Οι ροές κειµένων µπορούν να έχουν µια 
κυµαινόµενη συχνότητα  ενώ θα πρέπει η απόκριση του συστήµατος να είναι σε πραγµατικό χρόνο και να 
επηρεάζεται από το φόρτο εργασίας. Για να το πετύχουµε αυτό χρησιµοποιήσαµε το προγραµµατιστικό 
µοντέλο  ΒΕΑΜ και τις υποδοµές υπολογιστικού νέφους της Google.  

Στην παρούσα ενότητα θα παρουσιάσουµε το µοντέλο πρόβλεψης πόρων εφαρµογής και κινητικότητας 
χρηστών (Predictor of Application Resources and User Mobility PARUM) που έχει ως σκοπό να συµβάλει 
στην διαχείριση υπολογιστικών πόρων µε βέλτιστο τρόπο. Συγκεκριµένα µια υπηρεσία όπως η 
κατηγοριοποίηση κειµένων ή οι ειδικές εφαρµογές της: αναγνώριση κοινοτήτων, συναισθηµατική ανάλυση, 
αναγνώριση γεγονότων, σύσταση προϊόντων µπορεί φιλοξενηθεί και να εξυπηρετηθεί από δηµόσιες ή 
ιδιωτικές υποδοµές υπολογιστικού νέφους. Καθώς η ροή κειµένων θα αυξάνεταί ή θα ελαττώνεται θα πρέπει 
αντίστοιχα  να δεσµεύονται ή να αποδεσµεύονται υπολογιστικοί πόροι ικανοί να επεξεργαστούν και να 
παράγουν συµπεράσµατα από τα κείµενα. 

Το PARUM που παρουσιάζουµε αποτελείται από τρία βασικά εργαλεία που πραγµατοποιούν τις ακόλουθες 
τρεις λειτουργίες. Προβλέπει το πλήθος των χρηστών που θα χρησιµοποιήσουν µια εφαρµογή ανά χρονική 
περίοδο και τοποθεσία. Αναγνωρίζει τις απαιτήσεις σε υπολογιστικούς πόρους που θα έχει κάθε εφαρµογή 
και αξιολογεί ένα πλάνο ανάθεσης µιας εφαρµογής σε εικονικές µηχανές. 

  

10.1.Βέλτιστη Διαχείριση Υποδομών Υπολογιστικού Νέφους για 
την Εξυπηρέτηση Εφαρμογών Κατηγοριοποίησης Κειμένων


Οι µεγάλες απαιτήσεις στην επεξεργασία δεδοµένων έχουν ως αποτέλεσµα τις αντίστοιχες απαιτήσεις σε 
υπολογιστικούς πόρους οι οποίοι συνήθως προσφέρονται από υποδοµές υπολογιστικού νέφους. Οι πόροι 
συνεπάγονται ένα αντίστοιχο οικονοµικό κόστος και απαιτείται ένας σχολαστικός σχεδιασµός για την 
αποτελεσµατική χρήση τους. Έτσι, η επιλογή ενός σχεδίου ανάπτυξης µιας εφαρµογής θα πρέπει να γίνεται 
µε εξισορρόπηση µεταξύ των πόρων που διατίθενται και την διασφάλιση της ποιότητας  υπηρεσίας που 
απολαµβάνει ο χρήστης. 

Οι υπηρεσίες πρέπει να εξυπηρετούνται όσο το δυνατόν πιο κοντά στον τόπο όπου προσπελαύνονται και 
χρησιµοποιούνται. Ταυτόχρονα, η κυµαινόµενη ποσότητα χρηστών που χρησιµοποιούν µια εφαρµογή 
απαιτεί µια δυναµική δέσµευση πόρων που λαµβάνει υπόψη την ανάλυση επιδόσεων και επιτρέπει µια 
αποδοτική χρήση των πόρων. Η έγκαιρη πρόβλεψη του όγκου των δεδοµένων και της λειτουργίας των 
εφαρµογών ενισχύουν την ικανότητα µιας εφαρµογής να αναπτυχθεί και να εκτελεσθεί µε 
αποτελεσµατικότερο τρόπο. Για να προσφέρουµε αυτές τις εκτιµήσεις σχεδιάσαµε µια ενοποιηµένη 
αναπαράσταση δεδοµένων, δύο µεταµοντέλα πρόβλεψης και έναν αξιολογητή του σχεδίου ανάπτυξης. 

Η ενοποιηµένη αντιπροσώπευση περιλαµβάνει τη ενοποίηση δεδοµένων, την τεχνική επιλογής 
χαρακτηριστικών και µια τεχνική κανονικοποίησης για ετερογενείς τύπους δεδοµένων. Προτείνεται ένα 
µετα-µοντέλο πρόβλεψης κινητικότητας που περιέχει ένα σύνολο µεθόδων και επιλέγεται δυναµικά το πιο 
ακριβές. Με παρόµοιο τρόπο προτείνεται ένα µετα-µοντέλο πρόγνωσης για την εκτίµηση των απαιτήσεων 
πόρων της εφαρµογής που πρέπει να αναπτυχθεί. Στο τέλος, µια µέθοδος αξιολογεί τα υποψήφια σχέδια  
ανάπτυξης µε βάση την εξαγόµενη γνώση. To µοντέλο που προτείνουµε είναι πολύπλευρο για να καλύψει 
ένα ευρύ φάσµα περιπτώσεων χρήσης. 

B181



10.2.Mοντέλο Πρόβλεψης Πόρων Εφαρμογής και Κινητικότητας 
Χρηστών


Η αρχιτεκτονική του µοντέλου συνιστώσας PARUM παρουσιάζεται στο Σχήµα 10.1 και περιλαµβάνει τρία 
µοντέλα απόκτησης γνώσης και από ένα βοηθητικό υποσύστηµα προεπεξεργασίας δεδοµένων. Τα τρία 
µοντέλα απόκτησης γνώσης είναι η µοντελοποίηση κινητικότητας χρηστών (Mobility Understanding and 
Modeling), η µοντελοποίηση χρήσης εφαρµογών (Application Analysis and Modeling) και η αξιολόγηση 
πλάνων ανάθεσης µιας εφαρµογής σε εικονικές µηχανές µε βάση την γνώση που έχει αποκτηθεί από 
προηγούµενες εφαρµογές (Situational Knowledge Acquisition). Κάθε ένα από τα µετά-µοντέλα παραγωγής 
προβλέψεων βασίζεται σε τεχνικές µηχανικής µάθησης που περιγράφονται στις επόµενες παραγράφους. Η 
προεπεξεργασία των δεδοµένων πραγµατοποιείται στο υποσύστηµα  Vector Representation και χρησιµοποιεί 
τις τεχνικές ενοποίησης δεδοµένων και επιλογής χαρακτηριστικών. 

 

 
Σχήµα 10.1 µοντέλο πρόβλεψης πόρων εφαρµογής και κινητικότητας χρηστών 

Στο σχήµα 10.2 απεικονίζεται το πρόβληµα που επιλύει το PARUM. Αρχικά προσφέρονται πληροφορίες που 
αφορούν µια εφαρµογή όσων αφορά τους χρήστες που την προσπελαύνουν, την τοποθεσία και το πλήθος, 
χαρακτηριστικά που αφορούν την φύση της εφαρµογής, χαρακτηριστικά που αφορούν τις υπολογιστικές 
υποδοµές που πρόκειται να την εξυπηρετήσουν, καθώς και διάφορα περιβαλλοντικά χαρακτηριστικά που 
ενδέχεται να την επηρεάσουν. Ο Vector Representation συλλέγει αυτές τις περιγραφές και τις διοχετεύει µε 
έναν ενοποιηµένο και προκαθορισµένο τρόπο στα επόµενα µετα-µοντέλα που  τις συνδυάζουν µε µια βάση 
γνώσης και παράγουν προβλέψεις όσον αφορά τους υπολογιστικούς πόρους που θα χρειαστούν και την 
τοποθεσία - αριθµό χρηστών που χρησιµοποιούν την εφαρµογή. 

Αρχείο διαµόρφωσης 

Οι επιµέρους λειτουργίες του PARUM συντονίζονται σύµφωνα µε το αρχείο διαµόρφωσης (Configuration 
file) που καθορίζει ποιες τεχνικές πρόβλεψης και µορφές δεδοµένων θα χρησιµοποιηθούν. 

Δεδοµένα Εκπαίδευσης 

Ακολουθώντας το µοντέλο εποπτευόµενης µηχανικής µάθησης οι τρεις βασικές λειτουργίες του PARUM 
χρησιµοποιούν δεδοµένα εκπαίδευσης (Training Data) για να δηµιουργήσουν τις εσωτερικές 
αναπαραστάσεις γνώσης. 

Είσοδος / Έξοδος 
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Η είσοδος και η έξοδος του PARUM πραγµατοποιείται µέσω ενός RESTful API και JSON αρχείων.  

Σχήµα 10.2 Ροή πληροφορίας και εξαγωγή προβλέψεων εφαρµογών που εξυπηρετούνται από υπηρεσίες 
νέφους 

10.3.Μοντελοποίηση Συμπεριφοράς Κινητικότητας Χρηστών


Η κατανόηση και η µοντελοποίηση της κινητικότητας περιλαµβάνει την ανάλυση και πρόβλεψη της 
συµπεριφοράς των χρηστών των οποίων τα δεδοµένα επεξεργάζονται. Στην δική µας περίπτωση τα κείµενα 
που γράφουν οι χρήστες µιας εφαρµογής πρέπει να κατηγοριοποιούνται σε θεµατικές ενότητες. Είναι 
σηµαντικό οι εφαρµογές να εξυπηρετούνται όσο το δυνατόν πιο κοντά στους χρήστες που τις 
προσπελαύνουν καθώς επίσης και να έχουµε µια πρόβλεψη του πλήθος των χρηστών για κάθε χρονική 
περίοδο.  

Οι ενέργειες για την µοντελοποίηση της κινητικότητας σε µια νέα συγκεκριµένη εφαρµογή είναι οι εξής δύο: 
πρώτον, θα πρέπει να διαβιβαστεί στο PARUM ένα συµβατό σύνολο δεδοµένων βασισµένο σε 
προηγούµενες παρατηρήσεις, προκειµένου να δηµιουργηθεί η βάση γνώσεων σύµφωνα µε το µοντέλο της 
εποπτευόµενης µηχανικής µάθησης. Στη συνέχεια, στο αρχείο διαµόρφωσης (configuration file) θα πρέπει 
να προσδιοριστεί η τεχνική πρόβλεψης που θα χρησιµοποιηθεί και ο τύπος των δεδοµένων εισόδου.  

Οι προβλέψεις του PARUM µπορούν να πραγµατοποιηθούν µε µεθόδους ταξινόµησης, οµαδοποίησης ή 
παλινδρόµησης. Η απόφαση σχετικά µε την προσέγγιση πρόβλεψης που χρησιµοποιείται εξαρτάται από τον 
τύπο και την ποσότητα των παρεχόµενων δεδοµένων και τις παραµέτρους που πρέπει να προβλεφθούν και 
ποικίλλουν σε κάθε περίπτωση χρήσης. Η ακόλουθη προτεινόµενη µέθοδος µπορεί επίσης να λάβει υπόψη 
της την χρονική εξέλιξη των παρατηρήσεων και των προβλεπόµενων παραµέτρων. 

10.3.1.Επεξεργασία διανυσμάτων

Η ταξινόµηση, η οµαδοποίηση και η παλινδρόµηση των διανυσµάτων έχουν διερευνηθεί εκτενώς και 
εφαρµόζονται σε πολλούς τοµείς. Χρησιµοποιούµε δύο από τις βασικές µεθόδους πρόβλεψης διανυσµάτων 
ως βασικά µοντέλα του PARUM: το µοντέλο Μηχανές Διανυσµάτων Υποστήριξης (SVM) και την 
Ταξινόµηση Bayes. Το µοντέλο SVM [9] αντιπροσωπεύει τις παρατηρήσεις ως σηµεία σε έναν χώρο N-
διαστάσεων. Στη συνέχεια, υπολογίζεται ένα υπερ-επίπεδο για να διαιρέσει τις παρατηρήσεις που ανήκουν 
σε διαφορετικές κατηγορίες. Το χάσµα µεταξύ παρατηρήσεων που ανήκουν σε διαφορετικές κατηγορίες 
πρέπει να είναι όσο το δυνατόν ευρύτερο. Ο ταξινοµητής Gaussian Bayes [138] χρησιµοποιεί ένα µοντέλο 
µε πιθανότητες υπό συνθήκη, στο οποίο οι τιµές των διανυσµάτων είναι οι ανεξάρτητες µεταβλητές και η 
κατηγορία, είναι η εξαρτηµένη µεταβλητή y. 
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10.3.2.Διαμερισμός γράφων

Για να προσδιοριστούν οι κατηγορίες χρηστών ή η σχέση µεταξύ χρηστών και εφαρµογών, µπορεί να 
εφαρµοστεί µια µέθοδος διαµερισµού γράφων. Συνήθως τα προβλήµατα διαµερισµού γράφων είναι NP-
δύσκολα. Έχουν προταθεί ευριστικοί και προσεγγιστικοί αλγόριθµοι που παράγουν επαρκή αποτελέσµατα. 
Ο αλγόριθµος Kernighan Lin [56] είναι ένας αλγόριθµος διαµερισµού γράφων ο οποίος εφαρµόζεται 
αποτελεσµατικά σε έναν πυκνό γράφο µε λιγότερους από 10000 κόµβους. Χρησιµοποιεί µια τεχνική που 
ανταλλάσσει κόµβους µεταξύ των διαµερισµάτων χρησιµοποιώντας µια µετρική µεταξύ εσωτερικού και 
εξωτερικού κόστους ακµών. Οι Girvan και Newman [102] πρότειναν τον αλγόριθµο κατανοµής K-Means. Ο 
K-Means παράγει καλά αποτελέσµατα µε τον περιορισµό ότι οι παρατηρήσεις θα πρέπει να είναι γραµµικές. 
Σε αυτή τη µέθοδο, κάθε παρατήρηση αντιστοιχεί στη συστάδα µε την πλησιέστερη µέση τιµή. 

10.4.Μοντελοποίηση Χρήσης Εφαρμογών


Μια υπηρεσία όπως αυτή της κατηγοριοποίησης κειµένων µε ΓΝΓ που εξυπηρετείται από υποδοµές 
υπολογιστικού νέφους έχει κυµαινόµενες ανάγκες σε υπολογιστικούς πόρους οι οποίες έχουν ως αποτέλεσµα 
να χρειάζονται προβλέψεις του φόρτου εργασίας για µια έγκαιρη δυναµική δέσµευση και αποδέσµευση 
εικονικών µηχανών. Οι προβλέψεις σε συνδυασµό µε την ποιότητα υπηρεσίας θα πρέπει να εξετάζονται για 
την αποφυγή των σηµείων συµφόρησης και την οµαλή λειτουργία της εφαρµογής. Οι παράµετροι που 
αναλύονται και προβλέπονται από το µετά-µοντέλο Application Analysis and Modeling είναι η 
επεξεργαστική ισχύ, η µνήµη, το εύρος ζώνης που χρησιµοποιείται, το µέγεθος των αρχείων που 
ανταλλάσσεται, ο χρόνος απόκρισης και το χρονικό διάστηµα µεταξύ δύο αιτήσεων. 

Η πρόβλεψη απαιτήσεων πόρων αποτελεί ένα µετα-µοντέλο που περιλαµβάνει ένα σύνολο τεχνικών 
παλινδρόµησης για την εκτίµηση των αναγκών πόρων µιας εφαρµογής. Πριν από την έναρξη λειτουργίας 
του PARUM, θα πρέπει να δηµιουργηθεί ένα σύνολο δεδοµένων εκπαίδευσης που περιλαµβάνουν τις 
παρατηρήσεις της χρήσης της CPU, της κατανοµής µνήµης, της απόδοσης και του χρόνου απόκρισης σε 
συνδυασµό µε διαφορετικές κλίµακες φόρτου εργασίας και παραµέτρους περιβάλλοντος, όπως η χρονική 
περίοδος ή η περιοχή στην οποία εκτελείται η εφαρµογή. 

 

Σχήµα 10.3 Μετα-µοντέλο πρόβλεψης υπολογιστικών πόρων 
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Η εφαρµογή που πρόκειται να αναπτυχθεί συνοδεύεται από ένα σύνολο δεδοµένων που παρέχεται ως 
είσοδος στo PARUM. Το ενιαίο επίπεδο αναπαράστασης φέρνει τα δεδοµένα σε  µια προκαθορισµένη 
µορφή. Στη συνέχεια, το σύνολο δεδοµένων χωρίζεται και επεξεργάζεται χρησιµοποιώντας την µέθοδο 
bootstrap [164] µε παρατηρήσεις που χωρίζονται σε 65% για εκπαίδευση και 35% για αξιολόγηση. 

Ανάλογα µε τον τύπο δεδοµένων που περιλαµβάνονται στις ενοποιηµένες δοµές, τα αντίστοιχα πρότυπα 
πρόγνωσης ενεργοποιούνται και εκπαιδεύονται. Στη συνέχεια, το τµήµα δεδοµένων αξιολόγησης παρέχεται 
στα εκπαιδευµένα προγνωστικά µοντέλα, προκειµένου να αξιολογηθούν και να επιλεγεί αυτό που 
παρουσιάζει την καλύτερη ακρίβεια. Χρησιµοποιούνται τέσσερις ξεχωριστές τεχνικές παλινδρόµησης για 
την πρόβλεψη των απαιτήσεων πόρων. 

10.4.1.Πολλαπλή γραμμική παλινδρόμηση

Η πολλαπλή γραµµική παλινδρόµηση [165] χρησιµοποιείται για να εκφράσει τη σχέση µεταξύ µίας 
συνεχούς εξαρτώµενης µεταβλητής και ενός συνόλου ανεξάρτητων µεταβλητών. Οι ανεξάρτητες µεταβλητές 
µπορούν να είναι συνεχείς ή κατηγορηµατικές. Υπολογίζεται η γραµµική σχέση µεταξύ της εξαρτηµένης 
µεταβλητής και των ανεξάρτητων µεταβλητών. Η πολλαπλή γραµµική παλινδρόµηση εφαρµόστηκε µε το 
κριτήριο Akaike για επιλογή µοντέλου. 

10.4.2. Bαθιά εκμάθηση

Η βαθιά εκµάθηση (Deep Learning DL) χρησιµοποιείται συνήθως για σκοπούς ταξινόµησης και 
οµαδοποίησης, αλλά έχει επίσης εφαρµοστεί για προβλέψεις σε συνεχείς τιµές σύµφωνα µε την προσέγγιση 
της παλινδρόµησης [166]. Μια πρόβλεψη παλινδρόµησης µε DL µπορεί να εκτελεστεί χρησιµοποιώντας ένα 
πολλαπλών επιπέδων νευρωνικό δίκτυο και µια λειτουργία ενεργοποίησης γραµµικής µονάδας (ReLU) για 
κάθε κρυφό κόµβο. Οι τιµές ενεργοποίησης αθροίζονται και πολλαπλασιάζονται µε τις τιµές βάρους για τους 
κόµβους των κρυφών επιπέδων. Στο επίπεδο εξόδου υπάρχει ένα απλό άθροισµα που συγκεντρώνει τις τιµές 
από το τελευταίο στρώµα που έχει αποκαλυφθεί όπως απεικονίζεται στο σχήµα 10.4. 

Σχήµα 10.4 Παλινδρόµηση µε Βαθιά εκµάθηση 

10.4.3.Υποστήριξη παλινδρόμησης διανύσματος

Η παλινδρόµηση διανυσµάτων υποστήριξης (SVR) [167] είναι µια µη παραµετρική τεχνική που ακολουθεί 
την ίδια βασική ιδέα του αλγόριθµου ταξινόµησης Μηχανές Διανυσµάτων Υποστήριξης προσαρµοσµένου 
να προβλέψει συνεχείς τιµές χρησιµοποιώντας την αρχή του µέγιστου περιθωρίου, το οποίο διαχειρίζεται η 
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SVR ως ένα κυρτό πρόβληµα βελτιστοποίησης. Η SVR µπορεί να υποστηρίξει γραµµικούς, Γκαουσιανούς 
και πολυωνυµικούς πυρήνες. 

10.4.4.Bayesian regression

Η Bayesian Regression είναι µια πιθανοτική προσέγγιση για γραµµικές και πολυπαραγοντικές τεχνικές 
γραµµικής παλινδρόµησης που χρησιµοποιούν τα Bayesian συµπεράσµατα. Η µέθοδος αυτή επιτρέπει την 
τοποθέτηση προκαταρκτικών τιµών στους συντελεστές και στον θόρυβο σε περίπτωση αραιού συνόλου 
δεδοµένων. 

 

Σχήµα 10.5 Τεχνικές παλινδρόµησης 

10.5.Αξιολόγηση Σχέδιων Ανάθεσης


Η αξιολόγηση πλάνων ανάθεσης µιας εφαρµογής µε βάση την γνώση που έχουµε αποκτήσει από 
προηγούµενες εφαρµογές της (Knowledge Acquisition) είναι η τρίτη κύρια λειτουργία του PARUM. Η 
αξιολόγηση του πλάνου ανάθεσης πραγµατοποιείται συγκρίνοντας τις καταγεγραµµένες παρατηρήσεις 
εφαρµογών, το φόρτο εργασίας και τις συσκευές ακροδεκτών µε τα προηγούµενα πλάνα ανάθεσης 
εφαρµογών. Μια υλοποίηση του k-nn αλγορίθµου υπολογίζει τα πιο όµοια πλάνα ανάθεσης. Ο βαθµός που 
οι προηγούµενες k-πιο όµοιες αναθέσεις παραβίασαν την συµφωνία σε επίπεδο υπηρεσιών (SLA) αποτελεί 
πρόβλεψη για την καταλληλότητα της τρέχουσας επιλογής. 

 

Σχήµα 10.6 Αξιολόγηση σχέδιων ανάθεσης µέσω αποκτηθείσας γνώσης 

Τα σχέδια ανάπτυξης ακολουθούν µια διανυσµατική αναπαράσταση µε συνιστώσες χαρακτηριστικά όπως οι 
ανάγκες των εφαρµογών σε υπολογιστικούς πόρους: CPU, µνήµη, διακίνηση δεδοµένων, απόκριση χρόνου 
και η προηγούµενη παραβίαση των SLA. 
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Χρησιµοποιώντας µια µέτρηση όπως η απόσταση Euclidean, Manhatan ή Minkowski, µετράµε τα πιο 
κοντινά σχέδια ανάπτυξης. Η αξιολόγηση ενός υποψήφιου σχεδίου ανάπτυξης είναι η αρµονική µέση τιµή 
των παραβιάσεων SLA. 

10.6.Ενοποιημένη Αναπαράσταση


Η ενοποιηµένη αναπαράσταση εισάγει ένα ενδιάµεσο στρώµα µεταξύ των πηγών εισερχοµένων δεδοµένων 
και των των µετα-µοντέλων πρόβλεψης PARUM. Ο σκοπός αυτού του στρώµατος είναι να ενοποιήσει και 
να µετασχηµατίσει τα δεδοµένα εισόδου σε µορφή συµβατή και αναγνώσιµη από τους αλγόριθµους 
πρόβλεψης. 

Σχήµα 10.7 Ενοποιηµένη αναπαράσταση δεδοµένων 

Οι ετερογενείς πηγές δεδοµένων τροφοδοτούν συνεχώς το PARUM µε παρατηρήσεις. Αυτές µπορεί να 
περιλαµβάνουν ανθρώπινες τροχιές, µετα-δεδοµένα υπηρεσιών, δεδοµένα σχετικά µε τα συµφραζόµενα των 
χρηστών, χρήση πόρων ανά εφαρµογή, κλπ. Ακόµη και αν τα δεδοµένα προέρχονται από διαφορετικές 
πηγές, ενδέχεται να αφορούν τις ίδιες οντότητες και µπορούν να αναλυθούν µε ενοποιηµένο τρόπο για να 
παρέχουν εκτιµήσεις.  

Mια ενοποιηµένη δοµή αναπαράστασης έχει σχεδιαστεί για τη διατήρηση διανυσµάτων, γράφων και 
κειµένων µετά-δεδοµένων που αφορούν µια εφαρµογή, έναν χρήστη εφαρµογής και την περιοχή 
ενδιαφέροντος. Η ενοποιηµένη δοµή αναπαράστασης απεικονίζεται στο σχήµα 10.7. 

 

Σχήµα 10.8 Στάδια ενοποίησης δεδοµένων 
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Από τεχνική άποψη, κλήσεις Rest µπορούν να παρέχουν αυτά τα δεδοµένα στην ενιαία αναπαράσταση τoυ 
PARUM συνοδευόµενες από ορισµένα προκαθορισµένα πεδία που καθορίζουν τις οντότητες µε τις οποίες 
σχετίζονται. 

Ακολουθείται το µοντέλο σύντηξης δεδοµένων βασισµένο στη γνώση της συµπεριφοράς [168], στο οποίο η 
διαδικασία ενοποιηµένης αντιπροσώπευσης δεδοµένων βελτιώνει τα παρεχόµενα δεδοµένα 
χρησιµοποιώντας τεχνικές µηχανικής χαρακτηριστικών [169], τεχνικές µείωσης διαστάσεων, τεχνικές 
οµαλοποίησης. Η επεξεργασία ροής δεδοµένων απεικονίζεται στο Σχήµα 10.8. 

10.6.1.Προεπεξεργασία δεδομένων

Η προεπεξεργασία δεδοµένων πραγµατοποιείται για να ταιριάζει τα δεδοµένα στο σχήµα ενοποιηµένης 
δοµής αναπαράστασης και περιλαµβάνει τρία επακόλουθα βήµατα. Την σύντηξη δεδοµένων (Data Fusion) 
που συγκεντρώνει τα δεδοµένα από τις πηγές δεδοµένων, τη µηχανική των χαρακτηριστικών (Feature 
Engineering) που παράγουν τα πιο αντιπροσωπευτικά χαρακτηριστικά και την κανονικοποίηση των τιµών. 
Στόχος του σταδίου προεπεξεργασίας των δεδοµένων είναι να συνδυάσουν τις σχετικές πληροφορίες από 
διάφορες πηγές σε µια ενιαία δοµή που παρέχει µια περιγραφή σύµφωνη µε προκαθορισµένα πρότυπα σε 
αντίθεση µε τις µεµονωµένες πηγές δεδοµένων. 

Οι διαφορετικές πηγές εισαγωγής δεδοµένων εικονίζονται στις ενοποιηµένες δοµές αναπαράστασης. Τα 
αρχεία βάσης γνώσεων χρησιµοποιούνται από τις τεχνικές πρόβλεψης σε συνδυασµό µε την αναπαράσταση 
των στιγµιότυπων εισόδου έτσι ώστε να παράγουν τις ζητούµενες προβλέψεις. Δεν υπάρχει ανάγκη 
αποθήκευσης και ανάκτησης των δεδοµένων εισόδου σε οποιοδήποτε είδος βάσης δεδοµένων. Το 
υποσύνολο ενοποιηµένης αναπαράστασης είναι υπεύθυνο για την αντιµετώπιση των διαφορετικών 
δεδοµένων εισόδου και η πρόσθετη προσπάθεια µιας βάσης δεδοµένων πρέπει να αποφεύγεται. Επιπλέον, τα 
αρχεία βάσης γνώσεων αποθηκεύονται σε αρχεία όπως JSON και arff. Οι τεχνικές πρόβλεψης δεν 
χρειάζονται συγκεκριµένα τµήµατα των αποθηκευµένων δεδοµένων, αλλά χρειάζονται ολόκληρη τη βάση 
γνώσεων για τη διεξαγωγή των διαδικασιών τους. 

10.6.2.Σύντηξη δεδομένων

Η σύντηξη δεδοµένων είναι ένα πολύ ισχυρό εργαλείο και βοηθάει τις µεθόδους πρόβλεψης. Για τις ανάγκες 
επεξεργασίας του PARUM τα δεδοµένα αποτελούνται από δεδοµένα προφίλ χρηστών και δεδοµένα χρήσης 
εφαρµογών. Αυτά τα δεδοµένα ενσωµατώνονται στην Ενοποιηµένη αναπαράσταση δεδοµένων, 
χρησιµοποιώντας το µοντέλο σύντηξης δεδοµένων βασισµένο στη γνώση της συµπεριφοράς. 

Η σύντηξη δεδοµένων από πολλούς αισθητήρες παίρνει υπόψη της τη συχνότητα και το µέγεθος του 
φορτίου δεδοµένων από τις πηγές δεδοµένων. Το µοντέλο που βασίζεται στη γνώση της συµπεριφοράς [168] 
αποτελείται από µια σειρά σταδίων. Το πρώτο στάδιο ανακτά τα δεδοµένα από όλους τους αισθητήρες 
δεδοµένων. Στο επόµενο στάδιο εξάγεται ένα διάνυσµα χαρακτηριστικών από τα ανακτηµένα δεδοµένα. Το 
τρίτο στάδιο συσχετίζει µια δοµή δεδοµένων µε τις προκαθορισµένες ανάγκες. Στο τελευταίο στάδιο, 
εφαρµόζεται ένα σύνολο κανόνων σύµφωνα µε τον φορµαλισµό της εκπροσώπησης. Αυτή η µέθοδος 
χρησιµοποιείται σε περίπτωση συχνής ενηµέρωσης δεδοµένων. 

10.6.3.Μηχανική χαρακτηριστικών

Η εγγενής δοµή των διαθέσιµων δεδοµένων και οι ανάγκες των τελικών χρηστών µπορεί να συνιστούν 
πρόβληµα εποπτευόµενης µάθησης που περιλαµβάνει χαρακτηριστικά που δεν έχουν θετική συµβολή στην 
ακρίβεια µιας µεθόδου πρόβλεψης. Η ιδέα, ότι τα περισσότερα δεδοµένα οδηγούν σε καλύτερα 
αποτελέσµατα δεν εφαρµόζονται σε όλες τις περιπτώσεις. Για αυτό στις µεθόδους πρόβλεψης τα µεγάλα 
ποσά δεδοµένων µπορεί να οδηγούν σε χαµηλή ακρίβεια αν δεν έχουν πρώτα προεπεξεργαστεί κατάλληλα. 

Δύο διαφορετικά σύνολα τεχνικών χρησιµοποιούνται για να µετριάσουν το ζήτηµα της επιλογής και 
βελτίωσης χαρακτηριστικών των συνόλων δεδοµένων: η εξαγωγή χαρακτηριστικών και η επιλογή 
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χαρακτηριστικών. Και οι δύο µειώνουν την αναπαράσταση δεδοµένων χρησιµοποιώντας λιγότερα 
χαρακτηριστικά. Χαρακτηριστικά, µεταβλητές, όροι, διαστάσεις είναι εναλλάξιµες έννοιες για τις ανάγκες 
του PARUM. Οι µέθοδοι εξαγωγής χαρακτηριστικών αναπαριστούν χαρακτηριστικά σε ένα νέο χώρο 
διαστάσεων που δηµιουργεί συγχώνευση ή µετασχηµατισµό των διαστάσεων του προβλήµατος. Αντίθετα, οι 
µέθοδοι επιλογής χαρακτηριστικών δεν µετασχηµατίζουν τις διαστάσεις. Επιλέγουν τις διαστάσεις που 
περιέχουν περισσότερης σηµασίας πληροφορία βάσει µιας συγκεκριµένης αντικειµενικής λειτουργίας. 

10.6.4.Εξαγωγή χαρακτηριστικών

 Οι µέθοδοι εξαγωγής χαρακτηριστικών εισάγουν έναν νέο λιγότερων διαστάσεων χώρο χαρακτηριστικών 
που συνδυάζει τις αρχικές δυνατότητες δεδοµένων. Τα νέα χαρακτηριστικά που σχηµατίζονται πρέπει να 
ικανοποιούν τις ακόλουθες τρεις ιδιότητες. Θα πρέπει να προσφέρουν χρήσιµη πληροφορία χωρίς 
πλεονασµό, να συµβάλουν στις µεθόδους µηχανικής εκµάθησης και σε ορισµένες περιπτώσεις να παρέχουν 
καλύτερη παρουσίαση του προβλήµατος. Δύο τεχνικές εξαγωγής χαρακτηριστικών που ικανοποιούν τα 
προαναφερθέντα κριτήρια και εφαρµόζονται στην ενοποιηµένη αντιπροσώπευση είναι οι ακόλουθες. 

Η Ανάλυση Βασικών Στοιχείων (Principal Component Analysis PCA) [170] είναι µια στατιστική µέθοδος 
που απεικονίζει τις ορθογώνιες διαστάσεις σε ένα νέο σύνολο συνιστωσών διαστάσεων. Το νέο σύνολο 
διαστάσεων καλείται κύρια συστατικά (principal component), είναι µικρότερο και διατηρεί την αρχική 
πληροφορία. Η βασική ιδέα είναι να µετατρέψουµε τα χαρακτηριστικά που σχετίζονται σε ένα νέο σύνολο 
χαρακτηριστικών που είναι γραµµικά µη συσχετισµένα. Η PCA είναι µια επαναληπτική διαδικασία. Το 
πρώτο κύριο στοιχείο θα πρέπει να έχει τη µεγαλύτερη διακύµανση και τα ακόλουθα στοιχεία θα πρέπει να 
έχουν µια φθίνουσα διακύµανση υπό τον περιορισµό να είναι ορθογώνια µε τα προηγούµενα στοιχεία. 

Η Ανάλυση Ανεξάρτητων Συστατικών (Independent Component Analysis ICA) [171] είναι µια µέθοδος 
εξαγωγής στατιστικών και υπολογιστικών χαρακτηριστικών που ανιχνεύει τα λανθάνοντα χαρακτηριστικά 
στα σύνολα τυχαίων παρατηρήσεων. Η ICA βασίζεται σε ένα γενετικό µοντέλο για πολυπαραγοντικά 
δεδοµένα. Οι περιπτώσεις µπορεί να είναι γραµµικοί ή µη γραµµικοί συνδυασµοί των άγνωστων 
λανθάνοντων µεταβλητών, ενώ ο τρόπος µε τον οποίο αναµειγνύονται είναι άγνωστος. Οι λανθάνουσες 
µεταβλητές που θα υπολογιστούν από την ICA είναι µη-γκαουσιανές, γραµµικές και αµοιβαία ανεξάρτητες 
και ονοµάζονται ανεξάρτητα συστατικά των παρατηρούµενων δεδοµένων. Η διαδικασία εξαγωγής 
χαρακτηριστικών δεν είναι αναστρέψιµη, επειδή κάποια στοιχεία χάνονται στη διαδικασία 
µετασχηµατισµού. 

10.6.5.Επιλογή χαρακτηριστικών

Η επιλογή χαρακτηριστικών είναι η διαδικασία επιλογής ενός υποσυνόλου χαρακτηριστικών από ένα 
σύνολο υποψήφιων χαρακτηριστικών βάσει µιας στατιστικής βαθµολογίας, όπως η µεταβολή της 
µεταβλητής συσχέτισης. Τα χαρακτηριστικά που θα επιλεγούν είναι τα πιο σηµαντικά και αντιπροσωπευτικά 
των διαθέσιµων λειτουργιών. Αυτές οι µέθοδοι απαιτούν καλή κατανόηση του προβλήµατος πρόβλεψης. 

Οι τρεις βασικές προσεγγίσεις επιλογής χαρακτηριστικών είναι η µέθοδος περιτυλίγµατος (wrapper method), 
η µέθοδος φίλτρου (filter method) και η ενσωµατωµένη µέθοδος (embedded method). H µέθοδος 
περιτυλίγµατος και οι ενσωµατωµένες τεχνικές επιλογής χαρακτηριστικών δεν µπορούν να εφαρµοστούν για 
τις ανάγκες του PARUM λόγω των απαιτήσεων υπολογισµού και της µη ικανότητας τους να διακρίνουν τη 
φάση επιλογής χαρακτηριστικών µε το στάδιο πρόβλεψης. Από την άλλη πλευρά, οι µέθοδοι φίλτρων 
παράγουν καλά αποτελέσµατα µε χαµηλές απαιτήσεις υπολογισµού. Γνωστές τεχνικές φίλτρων είναι το 
κέρδος πληροφοριών (Information Gain), Chi-square, Αµοιβαία πληροφορία (Mutual Information), 
βαθµολογία Fisher και το κριτήριο χαµηλής διακύµανσης. 

10.6.6.Κανονικοποίηση δεδομένων

Οι πηγές δεδοµένων µπορούν να παρέχουν τιµές σε διαφορετική κλίµακα από αυτές της εσωτερικής 
αναπαράστασης γνώσης των µοντέλων. Μια διαδικασία κανονικοποίησης γεφυρώνει αυτές τις διαφορές των 
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χαρακτηριστικών ώστε να βρίσκονται οι παρατηρήσεις µεταξύ µιας καθορισµένης ελάχιστης και µέγιστης 
τιµής. 

10.7.Εφαρμογή του PARUM


Η υλοποίηση του PARUM πραγµατοποιήθηκε µε χρήση της γλώσσας προγραµµατισµού Java και ακολουθεί 
τις προδιαγραφές του Open Cloud Computing Interface (OCCI) [172]. Το PARUM χρησιµοποιεί µια 
ποικιλία τεχνικών πρόβλεψης, µερικές από αυτές υλοποιούνται µε βάση τις διαθέσιµες βιβλιοθήκες Weka 
[173] και deeplearning4java [174]. Ενώ κάποιες άλλες µέθοδοι όπως αυτές που κάνουν χρήση αλυσίδων  
Markov υλοποιήθηκαν από την αρχή. 

10.8.Συμπεράσματα


Η πρόβλεψη των απαιτήσεων σε υπολογιστικούς πόρους µια εφαρµογής που εξυπηρετείται από υποδοµές 
υπολογιστικού νέφους συµβάλει στην βέλτιστη διαχείριση των εικονικών µηχανών όπου εξυπηρετούν την 
κατηγοριοποίηση ροών κειµένων µε ΓΝΓ. Το PARUM παρέχει την εκπαίδευση διάφορων µοντέλων 
πρόβλεψης και την δυναµική επιλογή µε τον πιο ακριβή τρόπο βάσει µιας µέτρησης αξιολόγησης. 

Το PARUM είναι ένα µοντέλο που υποστηρίζει τις υποδοµές υπολογιστικού νέφους για την εξυπηρέτηση 
µεγάλων δεδοµένων κλιµακούµενης συχνότητας, χρησιµοποιώντας τεχνικές που παρέχουν προβλέψεις για 
την κινητικότητα των χρηστών σε µια περιοχή ενδιαφέροντος και τις ανάγκες πόρων των εφαρµογών. 

Προτείνεται ένα ενοποιηµένο επίπεδο αναπαράστασης για τη λήψη ετερογενών τύπων δεδοµένων, την 
επιλογή χαρακτηριστικών και την οµαλοποίηση τους. Παρουσιάσαµε δύο µετα-µοντέλα πρόγνωσης που 
περιλαµβάνουν ένα σύνολο τεχνικών παλινδρόµησης. Το πρώτο την κατανοµή των χρηστών γύρω από 
σηµεία ενδιαφέροντος. Το δεύτερο αφορά την πρόβλεψη των υπολογιστικών πόρων που χρειάζεται µια 
εφαρµογή για να εξασφάλιση την ποιότητα υπηρεσίας της. 

Οι περισσότερες λειτουργίες του PARUM [175] έχουν δοκιµαστεί και αξιολογηθεί κατά τη διάρκεια του 
ερευνητικού έργου Basmati [176] [177] και µας ενθαρρύνουν να το θεωρήσουµε ως ένα σηµαντικό εργαλείο 
για τις υποδοµές του cloud. 
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Συντομογραφίες 

API Application Programming Interface Διεπαφή Προγραµµατισµού Εφαρµογών

BoW Bag of Words Σάκος Λέξεων

CS Containment Similarity Οµοιότητα Περιεχοµένου 

DL Deep Learning Βαθιά Εκµάθηση

DV Discrimination Value Βαθµός Διακριτικότητας 

FSD First Story Detection Πρώτη ανίχνευση Ιστορίας

GVSM Generalized Vector Space Model Γενικευµένο Μοντέλο Διανυσµατικού Χώρου

ICA  Independent Component Analysis  Ανάλυση Ανεξάρτητων Συστατικών

IDF Inverse Document Frequency Αντίστροφη Συχνότητα Εγγράφων

LDA Latent Dirichlet Allocation Λανθάνουσα Κατανοµή του Dirichlet

LR Logistic Regression Γραµµική Παλινδρόµηση 

LSA Latent Semantic Analysis  Λανθάνουσα Σηµασιολογική Ανάλυση

MCS Maximum Common Subgraph Μέγιστος Κοινός Υπογράφος 

NLP Natural Language Processing Φυσική Επεξεργασία Γλώσσας

NVS Normalized Value Similarity Κανονικοποιηµένης Οµοιότητας Αξίας 

OCCI Open Cloud Computing Interface Ανοιχτή Διεπαφή Υπολογιστικού Νέφους

PARUM Predictor of Application Resources and User Mobility Πρόβλεψη Πόρων Εφαρµογής & Κινητικότητας Χρηστών

PCA Principal Component Analysis  Ανάλυση Βασικών Στοιχείων

PLSA Probabilistic latent sematic analysis Πιθανολογική λανθάνουσα σηµασιολογική ανάλυση

SA Sentiment Analysis Συναισθηµατική aνάλυση

SLA Service Level Agreement Συµφωνία σε Επίπεδο Υπηρεσιών

SN Social Network Κοινωνικό Δίκτυο

SVD Singular Value Decomposition Ανάλυση Πίνακα σε Ιδιάζουσες Τιµές 

SVM Support Vector Machines Μηχανές Διανυσµάτων Υποστήριξης

SWR Stop Words Removal Αφαίρεση Kοινών Λέξεων

TCD Topic communities Detection Ανίχνευση Θεµατικών Κοινοτήτων

TF Term Frequency Συχνότητα Όρων

VS Value Similarity Μέτρο Οµοιότητας Αξίας

VSM Vector Space Model Μοντέλο Διανυσµατικού Χώρου

ΤΕΜ Tempered Expectation Maximization  Μετριασµένης Μεγιστοποίησης Αναµενόµενης Τιµής

ΓΝΓ N-Gram Graphs Γράφοι Ν-Γραµµάτων
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