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Περίληψη

Μία από τις σπουδαιότερες προκλήσεις της Τεχνητής Νοημοσύνης είναι η δημιουργία συ-
στημάτων που μπορούν να συνδιαλέγονται με τον άνθρωπο. Αυτό το ζήτημα μελετάται από
τον κλάδο της Επεξεργασίας Φυσικής Γλώσσας που γνώρισε μεγάλη άνθιση κυρίως χάρη
στη ραγδαία εξέλιξη της Μηχανικής Μάθησης και των Βαθιών Νευρωνικών Δικτύων. Στην
παρούσα διπλωματική εργασία, ενστερνιστήκαμε την άποψη οτι η γλώσσα συγκροτείται ως
ένα αυστηρό μέσο επικοινωνίας πρακτόρων που αλληλεπιδρούν εντός ενός περιβάλλοντος με
σκοπό την ικανοποίηση κάποιας ανάγκης τους. Για το λόγο αυτό, εστιάζουμε σε διαλογικά
προβλήματα προκαθορισμένου σκοπού. Ένα από τα δυσκολότερα είναι αυτό της διαπραγμά-
τευσης διότι απαιτεί γλωσσική επάρκεια και συλλογιστική ικανότητα.

Το υπό μελέτη πρόβλημα Deal Or No Deal εισάγεται από τη Facebook και εστιάζει στη
διαπραγμάτευση δύο πρακτόρων με δεδομένο πλήθος αντικειμένων μέσω γραπτού λόγου. Το
πρόβλημα αναλύεται σε ένα πρόβλημα Ταξινόμησης και σε ένα Γλωσσικής Μοντελοποίη-
σης. Αρχικά, αναπαράξαμε και τροποποιήσαμε τον διαθέσιμο κώδικα της υλοποίησης. Στη
συνέχεια, θεωρήσαμε πως η ακρίβεια είναι η κατάλληλη μετρική του προβλήματος ταξινόμη-
σης και μελετήσαμε παραδοσιακές μεθόδους μοντέλων μηχανικής μάθησης. Έπειτα και στα
δύο προβλήματα, αποδεικνύουμε πως η χρήση Μεταφοράς Μάθησης και συγκεκριμένα των
Transformers BERT και GPT-2 προσδίδουν εξαιρετικά αποτελέσματα και παρουσιάζουμε
κάποιες μεθόδους παραγωγής διαλόγων αξιοποιώντας το βελτιστοποιημένο GPT-2.

Η πολιτική λήψης αποφάσεων και στρατηγικών ως τώρα αγνοούνταν ή λαμβάνονταν υπόψη σε
μεταγενέστερο στάδιο. Θεωρούμε πως η απόφαση και η ενέργεια προϋπάρχει του μηνύματος
και για αυτό σχεδιάσαμε και υλοποιήσαμε ένα περιβάλλον προσομοίωσης αυτόματων διαπραγ-
ματευτών που εκπαιδεύονται με χρήση Ενισχυτικής Μάθησης. Συγκεκριμένα, διαμορφώνουμε
τις συμπεριφορές των πρακτόρων, εξετάζουμε το βέλτιστο τρόπο απεικόνισης της διαπραγ-
ματευτικής πληροφορίας, δημιουργούμε συστήματα που επιχειρούν να εκμεταλλευτούν συ-
γκεκριμένες συμπεριφορές των "αντιπάλων", μελετάμε το δίλημμα Εξερεύνησης-Αξιοποίησης
και παρουσιάζουμε πώς η διαπραγμάτευση μεταξύ άπληστων πρακτόρων μπορεί να οδηγήσει
σε μία κοινωνική ισορροπία. Τέλος, ένα από τα σημαντικότερα προβλήματα της Μηχανικής
Μάθησης είναι η οπτικοποίηση και η ερμηνευσιμότητα των αποτελεσμάτων. Προς αυτή την
κατεύθυνση, προτείνεται και υλοποιείται μια μέθοδος αναγνώρισης και οπτικοποίησης των
στρατηγικών των αυτόματων διαπραγματευτών.

Λέξεις Κλειδιά

διάλογος, διαπραγμάτευση, μηχανική μάθηση, νευρωνικά δίκτυα, ενισχυτική μάθηση, οπτικο-
ποίηση, στρατηγική, μεταφορά μάθησης
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Abstract

One of the major challenges of Artificial Intelligence is to create systems that can communi-
cate with humans. This issue is being studied by the highly flourishing Physical Language
Processing industry, mainly thanks to the rapid evolution of Machine Learning and Deep
Neural Networks. In this dissertation, we have embraced the view that language is con-
stituted as a rigorous means of communicating agents who interact in an environment
in order to satisfy their need. For this reason, we are focusing on task-oriented dialogue
problems of a predetermined purpose. One of the most difficult is that of negotiation
because it requires language competence and reasoning.

The problem under consideration Deal Or No Deal is introduced by Facebook and focuses
on multi-issue bargaining between two agents through a communication channel. The
problem is broken down into a Classification problem and a Language Modeling problem.
Initially, we reproduced and modified the available implementation code. We then con-
sidered that accuracy is the most appropriate metric of the classification problem and we
studied traditional machine learning models. Then on both problems, we demonstrate
that the use of Transfer Learning and in particular Transformers BERT and GPT-2, de-
liver excellent results and we present some methods of generating dialogs utilizing the
fine-tuned GPT-2.

Decision-making and strategy has so far been ignored or taken into account at a later
stage. We believe that the decision and the action precede the message and that is why we
designed and implemented an environment for simulating automated negotiators trained
using Reinforcement Learning. Specifically, we shape the behavior of agents, we look at
the best way to portray the negotiating information, we create systems that attempt to
exploit specific attitudes of ”opponents”, we study the Exploration-Exploitation Trade-Off
and we present how negotiation between greedy agents can lead in a social equilibrium.
Finally, one of the most important problems of Machine Learning is the visualization and
the interpretability of the results. To this end, To this end, a method of identifying and
visualizing the strategies of automated negotiators is proposed and implemented.

Keywords

dialogue, negotiation, machine learning, neural networks, reinforcement learning, visual-
ization, strategy, transfer learning
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Κεφάλαιο 1

Εισαγωγή

Μία από τις σπουδαιότερες προκλήσεις της Τεχνητής Νοημοσύνης είναι η δημιουργία συ-
στημάτων που μπορούν να συνδιαλέγονται με τον άνθρωπο. Μολονότι η ύπαρξη ρομπότ και
οι περιρρέουσες φιλοσοφικές αναζητήσεις σχετικά με το αν μπορούν να σχηματίσουν μορφή
ευφυίας εμφανίζονται αρκετά νωρίτερα, το 1950 ο Alan Turing καταθέτει στην επιστημονική
κοινότητα τη δημοσίευση με τίτλο "Computing Machinery and Intelligence" [121]. Εκεί εισά-
γει την έννοια του Turing τεστ, όπου προκειμένου να εξετάσει το αν "σκέφτονται οι μηχανές",
δημιουργεί το παιχνίδι της μίμησης (imitation game) στο οποίο ένας παίκτης προσπαθεί μέσω
ερωταπαντήσεων σε γραπτό λόγο να ξεχωρίσει αν πίσω από ένα δωμάτιο βρίσκεται ένας άν-
θρωπος ή μία μηχανή. Παρόλο που το ζήτημα της ευφυίας είναι αρκετά σύνθετο, επιθυμούμε
να θίξουμε οτι η γλώσσα έχει περίοπτη θέση στο χώρο της Τεχνητής Νοημοσύνης και η
μελέτη της αποτελεί μεγάλη πρόκληση στην εν λόγω κοινότητα αλλά και ευρέως. Η μελέτη
της γλώσσας πραγματοποιείται από τον κλάδο της Επεξεργασίας Φυσικής Γλώσσας (Natural
Language Processing - NLP) που γνώρισε μεγάλη άνθιση κυρίως χάρη της ραγδαίας εξέλιξης
της Μηχανικής Μάθησης (Machine Learning) και των Βαθιών Νευρωνικών Δικτύων (Deep
Neural Networks). Οι αιτίες εντοπίζονται στο μεγάλο εύρος διαθέσιμων δεδομένων και στην
όλο και μεγαλύτερη υπολογιστική ισχύ.

1.1 Μικρή Τομή στη Φιλοσοφία της Γλώσσας

Πολλοί, σήμερα, διατείνονται οτι η χρήση όλο και μεγαλύτερων γλωσσικών μοντέλων που εκ-
παιδεύονται σε όλο και μεγαλύτερους όγκους δεδομένων, μπορούν να "λύσουν" το πρόβλημα
της γλώσσας. Η πεποίθηση βασίζεται στο γεγονός οτι όσο μεγαλύτερα είναι τα μοντέλα τόσο
περισσότερα διαφορετικά χαρακτηριστικά της γλώσσας εντοπίζονται στα στρώματά τους, ει-
δικότερα αν τα δεδομένα είναι πλούσια σε γλωσσικά χαρακτηριστικά. Κατά την εκπόνηση
της παρούσας διπλωματικής εργασίας ενστερνιστήκαμε την άποψη οτι η γλώσσα δημιουργεί-
ται και συγκροτείται ως ένα μέσο επικοινωνίας μεταξύ σαφώς καθορισμένων πρακτόρων που
προσπαθούν μέσω της μετάδοσης ενός μηνύματος να κοινοποιήσουν και να ικανοποιήσουν
κάποια ανάγκη τους εντός ενός μεταβαλλόμενου περιβάλλοντος. Αποδομώντας το εν λόγω
ζήτημα, η αρχιτεκτονική δομή τόσο των πρακτόρων όσο και του περιβάλλοντος καθορίζουν
πλήρως τις συμπεριφορές που θα αναδυθούν. Οι συμπεριφορές αυτές εικάζεται οτι είναι άμεσα
συνυφασμένες με την ικανοποίηση των αναγκών των πρακτόρων και οι ανάγκες τους είναι
με τη σειρά τους άρρηκτα συνδεδεμένες τόσο με τη δομή των πρακτόρων όσο και με τη
δομή του περιβάλλοντος. Στην ουσία, ο ισχυρισμός έγκειται στο οτι η γλώσσα "γεννάται"
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από τη στιγμή που "γεννάται" η ανάγκη για επικοινωνία του πιο αρχέγονου ενστίκτου, αυ-
τού της επιβίωσης. Η γλώσσα αλλάζει, βέβαια, από περιβάλλον σε περιβάλλον αφενός λόγω
των έμβιων ή άβιων όντων (δεν θα μπορούσε άλλωστε να δοθεί κάποιο όνομα π.χ. για ένα
ζώο το οποίο εμπειρικά δεν συναντάται σε έναν τόπο), αλλά και λόγω των συνθηκών που
εντοπίζονται σε αυτό. Για παράδειγμα, οι γλώσσες πολιτισμών που τυγχάνει να βρίσκονται
σε εύκρατες γεωγραφικές ζώνες, εμφανίζουν μια ευρύτερη ποικιλομορφία διότι οι πράκτορες
που έμεναν σε αυτές μπορούσαν να ικανοποιήσουν ευκολότερα τις βασικές τους ανάγκες
και συνεπώς χρειαζόταν να ονοματίσουν πιο σύνθετες έννοιες που περιγράφουν διαδικασίες
ή καταστάσεις ιεραρχικά υψηλότερων αναγκών. Παρατηρείται πως από γλώσσα σε γλώσσα
ακόμα και η απόδοση μιας λέξης για το ίδιο αντικείμενο μπορεί να είναι διαφορετική και να
αποδίδει ένα εντελώς διαφορετικό νόημα. Προς επίρρωση αυτού, η λέξη "άγαλμα" συνειρμικά
οδηγεί στις λέξεις αγαλλίαση ή αγάλλομαι ενώ η λέξη "statue" οδηγεί σε μία πιο στατική
και άψυχη προσέγγιση.

Έχοντας κατά νου τη σπουδαιότητα της ανάγκης, που πηγάζει από την αρχιτεκτονική δομή
ενός πράκτορα, και επιδιώκεται να ικανοποιηθεί σε ένα δεδομένο περιβάλλον, δίνεται έμφαση
σε προβλήματα τα οποία έχουν ένα καθορισμένο "τέλος" (με την έννοια του σκοπού). Επιπρό-
σθετα, θα μπορούσε να θεωρήσει κανείς πως μία από τις σπουδαιότερες ανθρώπινες ανακαλύ-
ψεις είναι αυτή του σχηματισμού γραπτού λόγου διότι με αυτό τον τρόπο μπορεί η γλώσσα,
από μία άυλη και στιγμιαία μορφή, να αποτυπώνεται σε μια μορφή ικανή να μεταδίδεται στα
χρόνια. Ιδιαίτερο ενδιαφέρον παρουσιάζεται στις τελευταίες δεκαετίες όπου με τη χρήση του
Ίντερνετ όλο και περισσότερη είναι η πληροφορία που αποθηκεύεται και μεταδίδεται σε μορφή
κειμένου. Δεδομένων των υπαρχόντων πόρων, ο στόχος του μηχανικού εστιάζει στην αξιο-
ποίηση αυτών με σκοπό τη δημιουργία εργαλείων ή υπηρεσιών που λύνουν κάποιο πρόβλημα.

1.2 Διαλογικά Συστήματα

Για τους λόγους που αναφέρθηκαν παραπάνω εστιάζουμε σε προβλήματα καθορισμένου σκο-
πού (task-oriented). Τέτοια μπορεί να είναι το κλείσιμο ενός εισιτηρίου σε κάποιο θέατρο ή
η κράτηση ενός τραπεζιού σε ένα εστιατόριο. Παρόλα αυτά, υπάρχει και μια άλλη κατηγορία
διαλογικών συστημάτων (chatbots) που δεν εστιάζει στην επίτευξη ενός συγκεκριμένου στό-
χου αλλά αποσκοπεί ακόμα και στην τέρψη του χρήστη. Μολονότι και σε αυτή την περίπτωση
χρησιμοποιείται μια μετρική που προσδιορίζει την επιτυχία ή μη των συστημάτων αυτών, θί-
γεται το ζήτημα πως και σε αυτές τις περιπτώσεις υπάρχει ένας ξεκάθαρος σκοπός, ο οποίος
για παράδειγμα θα μπορούσε να είναι η αύξηση των ενδορφινών στον εγκέφαλο. Δηλαδή,
ακόμα και η πιο θεωρητικά ασήμαντη συνομιλία δεν είναι αίολη αλλά αντιθέτως υποβόσκει
ένας σκοπός ακόμα κι αν η ενέργεια γίνεται ασυναίσθητα. Σε αυτές τις περιπτώσεις, το φάσμα
των πιθανών διαλόγων και η θεματολογία είναι αρκετά μεγάλη. Μία έξυπνη μέθοδος είναι
αυτή που χρησιμοποιήθηκε από τον Weizenbaum στην ELIZA [136], το πρώτο διαλογικό
σύστημα που φέρει την ιδιότητα του ροτζεριανού ψυχοθεραπευτή. Κατά αυτή τη μέθοδο ψυ-
χοθεραπείας, αν ένας ασθενής πει "Έκανα μια μεγάλη βόλτα με την βάρκα", ο ψυχίατρος
μπορεί να αποκριθεί "Μίλησέ μου για τις βάρκες". Αν αυτή η συζήτηση δεν λάμβανε χώρα σε
ένα ιατρείο, κατά πάσα πιθανότητα δεν θα έστεκε νοηματικά. Το συμπέρασμα είναι πως πρέπει
να επιλέγουμε κατάλληλα το περιβάλλον στο οποίο υλοποιούμε τα διαλογικά συστήματα.
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1.3 Ενισχυτική Μάθηση

Η Ενισχυτική Μάθηση (Reinforcement Learning) είναι ένας σπουδαίος κλάδος της μηχα-
νικής μάθησης που ειδικά τα τελευταία χρόνια με τις σπουδαίες εφαρμογές της θεωρείται
ένας ανερχόμενος κλάδος. Χρησιμοποιείται από τον κλάδο της ρομποτικής ή τη χρήση συ-
στημάτων που παίζουν σκάκι ή go από μόνα τους μέχρι σε προσομοιώσεις που μοντελοποιούν
την κοινωνική συμπεριφορά των πρακτόρων. Η διαφοροποίησή της με τις υπόλοιπες σύγχρο-
νες κατηγορίες μηχανικής μάθησης έγκειται στο γεγονός ότι στοχεύει στη βέλτιστη λήψη
αποφάσεων και επιπλέον αποτελεί ένα πλαίσιο το οποίο διαισθητικά αποτελεί μια αφαιρετική
αναπαράσταση του ίδιου μας του κόσμου. Πράκτορες αλληλεπιδρούν με το περιβάλλον και
λαμβάνουν ανταμοιβές προκειμένου να πετύχουν κάποιο σκοπό. Σε αυτό το σημείο, θα πρέπει
να τονιστεί μια άποψη που σχηματίστηκε κατά τη διάρκεια της διπλωματικής. Κάθε πράκτο-
ρας θέτει τους δικούς του στόχους και το περιβάλλον δεν αποδίδει ποτέ ανταμοιβές, αλλά
αλλάζει απλά καταστάσεις. Οι ανταμοιβές σχετίζονται με το πώς αντιλαμβάνεται και αξιολογεί
ο πράκτορας τη μεταβολή του περιβάλλοντος.

1.4 Διαπραγμάτευση - Αντικείμενα Μελέτης

Όπως προείπαμε, θα μελετήσουμε ένα πρόβλημα καθορισμένου σκοπού. Ίσως από τα δυσκο-
λότερα προβλήματα τους πεδίου αυτού είναι το πρόβλημα της διαπραγμάτευσης διότι απαιτεί
τόσο μια γλωσσική επάρκεια όσο και μια συλλογιστική ικανότητα. Το πρόβλημα έχει ενδια-
φέρον τόσο από θεωρητική σκοπιά (θεωρία παιγνίων) όσο και από πρακτική σκοπιά. Αν και
μελετάται ένα πρόβλημα δύο πρακτόρων, μπορεί εύκολα να γενικευτεί και σε περισσότερους
πράκτορες, αναμένοντας βέβαια και πιο σύνθετες συμπεριφορές. Στις περισσότερες περιπτώ-
σεις αλληλεπίδρασης ανθρώπου-μηχανής, η σχέση τους είναι είτε ανταγωνιστική (π.χ., στο
σκάκι ή στο Go) είτε συνεργατική (π.χ., οικιακοί βοηθοί). Το ενδιαφέρον σε αυτή την περί-
πτωση είναι οτι το διαλογικό σύστημα βρίσκεται κάπου ενδιάμεσα των δύο κατηγοριών και
ανάλογα με το πώς θέλουμε να αντιμετωπίσει τον χρήστη μπορούμε να το ρυθμίσουμε κα-
τάλληλα. Παρατηρούνται δύο αντίρροπες κατευθύνσεις προς τη μελέτη του προβλήματος της
διαπραγμάτευσης. Η πρώτη σχετίζεται με την παραγωγή γλώσσας μέσω της ανάγκης ικανο-
ποίησης του προβλήματος (bottom-up) και η δεύτερη σχετίζεται με τη χρησιμοποίηση υπαρ-
χόντων γλωσσικών μοντέλων τα οποία εστιάζουν στο συγκεκριμένο πρόβλημα (top-down).
Η πρώτη περίπτωση αποτελεί μια εξαιρετικά ενδιαφέρουσα επιλογή, η οποία ταυτίζεται αρκετά
με τις ιδέες που έχουν παρατεθεί ως τώρα. Η δυσκολία της έγκειται στο κομμάτι της υλοποί-
ησης και της ποικιλομορφίας της γλώσσας. Δεδομένης της έντονης ανάπτυξης του κλάδου
της Επεξεργασίας Φυσικής Γλώσσας, δίνεται έμφαση στη δεύτερη κατεύθυνση και γίνεται
χρήση των πιο σύγχρονων μοντέλων που παρατηρούνται στη βιβλιογραφία ως τώρα.

1.4.1 Deal Or No Deal

Το υπό μελέτη πρόβλημα Deal Or No Deal εισάγεται από τη Facebook και εστιάζει στη
διαπραγμάτευση δύο πρακτόρων με δεδομένο πλήθος αντικειμένων μέσω ενός καναλιού επι-
κοινωνίας σε γραπτό λόγο. Σε ένα πρόβλημα διαπραγμάτευσης, θα πρέπει το σύστημα να
δέχεται ένα κείμενο, να κατανοεί σε τι διαμοιρασμό αντικειμένων αντιστοιχεί η είσοδος, να
επεξεργάζεται την κατάλληλη απόφαση και εν τέλει να παράγει γλώσσα προκειμένου να με-
ταδώσει το μήνυμά της ενέργειας που θα λάβει. Σε μια πρώτη προσέγγιση το πρόβλημα
αναλύεται σε δύο υποπροβλήματα: (1) στο Πρόβλημα Ταξινόμησης και (2) στο Πρόβλημα
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της Γλωσσικής Μοντελοποίησης. Σημειώνεται ακόμα πως χρησιμοποιείται ο κώδικας της
Facebook για το εν λόγω πρόβλημα [142]. Αρχικά, αναπαράξαμε τα αποτελέσματα και τροπο-
ποιήσαμε τον διαθέσιμο κώδικα υλοποίησης, επαυξάνοντάς τον με άλλα παραδοσιακά μοντέλα
μηχανικής μάθησης και με χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων. Τα αποτελέσματα
παρουσιάζουν ανεπαίσθητες αποκλίσεις.

Παρόλα αυτά, στο πρόβλημα της Ταξινόμησης εντοπίστηκε οτι χρησιμοποιείται μια μετρική
αξιολόγησης που δεν συνάδει με τη σπουδαιότητα επίλυσης του προβλήματος. Επιλέχθηκε
αντί για τη μετρική της σύγχυσης στο πρόβλημα ταξινόμησης να χρησιμοποιηθεί η μετρική
της ακρίβειας. Με τη μετρική της ακρίβειας θεωρούμε πως εστιάζουμε στην ουσία του ζη-
τήματος, την σωστή κατανόηση της πρότασης που κάνει ένας πράκτορας στο μοντέλο μας.
Υλοποιήσαμε, λοιπόν, αρχικά ορισμένους παραδοσιακούς ταξινομητές μηχανικής μάθησης
και συγκρίναμε τα αποτελέσματά τους. Στη συνέχεια, κάναμε χρήση του Transformer BERT
όπου τα αποτελέσματα ήταν εξαιρετικά καλύτερα.

Όσον αφορά τη γλωσσική μοντελοποίηση, επιδιώξαμε και σε αυτό το πρόβλημα να ερευ-
νήσουμε αν η χρήση Μεταφοράς Μάθησης μπορεί να προσδώσει καλύτερα αποτελέσματα.
Συγκεκριμένα, χρησιμοποιήθηκε ο Transformer GPT-2 και τα αποτελέσματα εμφανίζονται
αρκετά καλύτερα. Στη συνέχεια, κάναμε χρήση του εκπαιδευμένου και βελτιστοποιημένου,
πάνω στο σύνολο διαλόγων μας, GPT-2 προκειμένου να παράξουμε γλώσσα με τη μορφή δια-
λόγων. Συγκεκριμένα, παρουσιάζονται 4 τεχνικές παραγωγής κειμένου: (1) greedy decoding,
(2) beam search, (3) top-k και (4) top-p (nucleus) sampling.

1.4.2 Αυτόματα Συστήματα Διαπραγμάτευσης

Έως τώρα η πολιτική λήψης αποφάσεων και η σχεδίαση στρατηγικών αγνοούνταν ή λαμβά-
νονταν υπόψη σε μεταγενέστερο στάδιο. Θεωρούμε, βέβαια, πως η απόφαση και η ενέργεια
προϋπάρχει του μηνύματος και για αυτό σχεδιάσαμε και υλοποιήσαμε ένα περιβάλλον προσο-
μοίωσης αυτόματης διαπραγμάτευσης το οποίο είναι απεξαρτημένο από τα γλωσσικά χαρα-
κτηριστικά και εστιάζει σε χαμηλού επιπέδου αναπαραστάσεις των ενεργειών. Οι πράκτορες
εκπαιδεύονται με τη χρήση Ενισχυτικής Μάθησης και συγκεκριμένα με τη μέθοδο Q-learning.
Με αυτή τη μελέτη, διαμορφώνουμε τις συμπεριφορές των πρακτόρων, εξετάζουμε το βέλτι-
στο τρόπο απεικόνισης της διαπραγματευτικής πληροφορίας, δημιουργούμε συστήματα που
επιχειρούν να εκμεταλλευτούν συγκεκριμένες συμπεριφορές των "αντιπάλων", μελετάμε το
δίλημμα Εξερεύνησης-Αξιοποίησης και παρουσιάζουμε πώς η διαπραγμάτευση μεταξύ άπλη-
στων πρακτόρων μπορεί να οδηγήσει σε μία κοινωνική ισορροπία.

Ένα επίσης μεγάλο ζήτημα της Μηχανικής Μάθησης είναι η Οπτικοποίηση και η Αξιολόγηση
των Αποτελεσμάτων που συνήθως εξάγονται από τα Νευρωνικά Δίκτυα ή από πιο σύνθετα
μοντέλα. Τα αποτελέσματα αν και σε πολλές περιπτώσεις είναι εξαιρετικά καλά, δεν είναι
εύκολα ερμηνεύσιμα, το οποίο πολλές φορές μπορεί ναι είναι προβληματικό. Για παράδειγμα,
έστω οτι θέλουμε να λάβουμε μια σοβαρή ιατρική απόφαση για την υγεία μας και έχουμε ένα
σύστημα το οποίο προτείνει μια διαδικασία Α τη στιγμή που ο γιατρός μπορεί να προτείνει
μια διαδικασία Β. Ποιον εμπιστευόμαστε; Και οι δύο μπορεί να σφάλλουν. Από τη στιγμή
που το σύστημα προτείνει τη διαδικασία Α, δεν θα ήταν πολύ χρησιμότερο αν γνωρίζαμε τον
λόγο που κατέληξε σε αυτή την απόφαση; Σε αυτή τη διπλωματική θα εστιάσουμε και σε
αυτό το κομμάτι, όπου οπτικοποιούμε στο παίγνιο διαπραγμάτευσης, τις πιθανές κινήσεις ενός
πράκτορα μαζί με αντίστοιχες αξίες των ενεργειών αυτών. Αυτή μέθοδος είναι εύκολα επεκτά-
σιμη και σε πολυπρακτορικά περιβάλλοντα. Επιπλέον, παρέχεται η δυνατότητα δημιουργίας
rollouts.
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1.5 Διάρθρωση Διπλωματικής Εργασίας

Στο Κεφάλαιο 2 γίνεται μια εισαγωγή στο θεωρητικό υπόβαθρο της Μηχανικής Μάθησης
και των Βαθιών Νευρωνικών Δικτύων. Στη συνέχεια, τα Κεφάλαια 3 και 4 περιγράφουν
τις βασικές ιδέες της Επεξεργασίας Φυσικής Γλώσσας. Πιο συγκεκριμένα, το Κεφάλαιο 3
μελετά τις Διανυσματικές Αναπαραστάσεις Λέξεων ενώ το Κεφάλαιο 4 μελετά τα Γλωσσικά
Μοντέλα. Στη συνέχεια, στο Κεφάλαιο 5 γίνεται μια εκτενής εισαγωγή του κλάδου της
Ενισχυτικής Μάθησης και στο Κεφάλαιο 6 παρουσιάζονται τα διαθέσιμα διαλογικά συστήματα
και το πρόβλημα της διαπραγμάτευσης. Στο Κεφάλαιο 7, μελετάται η χρήση End-to-End Task-
oriented Διαλογικών Συστημάτων στο πρόβλημα διαπραγμάτευσης Deal Or No Deal που
εισάγεται από τη Facebook και προτείνονται βελτιώσεις των συστημάτων στα υποπροβλήματα
που ορίζονται. Ακόμα, στο Κεφάλαιο 8, μελετάται η low-level ενέργεια στο πρόβλημα της
διαπραγμάτευσης που σχετίζεται με τη λήψη μιας απόφασης και προτείνεται ένας τρόπος
οπτικοποίησης των στρατηγικών που οι πράκτορες μαθαίνουν μέσω προσομοιώσεων trial-and-
error. Τέλος, στο Κεφάλαιο 9 πραγματοποιείται μια αποτίμηση των εννοιών και υλοποιήσεων
που παρουσιάστηκαν και προτείνονται κάποιες μελλοντικές προεκτάσεις του προβλήματος.
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Κεφάλαιο 2

Θεωρητικό Υπόβαθρο
Μηχανικής Μάθησης

Στο Κεφάλαιο αυτό πραγματοποιείται μια εισαγωγή στο Θεωρητικό Υπόβαθρο της Μηχα-
νικής Μάθησης (Machine Learning). Στα Κεφάλαια 2.1 και 2.2 παρουσιάζεται ο ορισμός
και προσδιορίζονται οι κατηγορίες της Μηχανικής Μάθησης αντίστοιχα. Στο Κεφάλαιο 2.3
πραγματοποιείται μια εισαγωγή στα Παραδοσιακά Μοντέλα Μηχανικής Μάθησης και στο
Κεφάλαιο 2.4 μελετώνται τα Νευρωνικά Δίκτυα και η Βαθιά Μάθηση. Ένα βιβλίο στο οποίο
βασιστήκαμε και προτείνεται για μια εισαγωγή στη Βαθιά Μάθηση είναι το "Deep Learning"
των Goodfellow, Bengio και Courville [33].

2.1 Ορισμός

Η Μηχανική Μάθηση (Machine Learning - ML) αποτελεί μέρος του κλάδου της Τεχνη-
τής Νοημοσύνης (Artificial Intelligence - AI) και ορίστηκε για πρώτη φορά το 1959 από
τον Άρθουρ Σάμουελ ως το "πεδίο μελέτης που δίνει στους υπολογιστές την ικανότητα να
μαθαίνουν, χωρίς να έχουν ρητά προγραμματιστεί". Ένας επίσημος ορισμός δόθηκε λίγο
αργότερα, το 1997, από τον Τομ Μίτσελ όπου προτείνει πως "Ένα πρόγραμμα υπολογιστή
λέγεται ότι μαθαίνει από εμπειρία E ως προς μια κλάση εργασιών T και ένα μέτρο επίδοσης
P, αν η επίδοσή του σε εργασίες της κλάσης Τ, όπως αποτιμάται από το μέτρο Ρ, βελτιώ-
νεται με την εμπειρία Ε" [81]. Η Μηχανική Μάθηση, λοιπόν, εστιάζει στο σχεδιασμό και
την υλοποίηση αλγορίθμων και συστημάτων που εκπαιδεύονται και βελτιστοποιούνται αυτό-
ματα. Η εκπαίδευση ενός μοντέλου πραγματοποιείται πάνω σε ένα σύνολο δεδομένων εισόδου
και χρησιμοποιώντας στατιστική ανάλυση, αυτό βελτιστοποιείται προκειμένου να καταφέρει
αποδοτικότερα είτε να αναγνωρίζει πρότυπα στις παρατηρήσεις είτε να λαμβάνει καλύτερες
αποφάσεις.

2.2 Κατηγορίες Μηχανικής Μάθησης

Ο κλάδος της Μηχανικής Μάθησης διαχωρίζεται σε τρεις ευρείες κατηγορίες ανάλογα με τον
τρόπο που πραγματοποιείται η διαδικασία της εκμάθησης και μεταδίδεται το σήμα ανατροφοδό-
τησης στο υπό εκπαίδευση σύστημα. Η πρώτη κατηγορία ονομάζεται Επιβλεπόμενη Μάθηση
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(Supervised Learning) και κατά την εκπαίδευση παρατίθενται μαζί με τα διαθέσιμα δεδομένα
εισόδου και οι αντίστοιχες επισημασμένες έξοδοι (ετικέτες - labels). Η επισήμανση αυτή συ-
νήθως πραγματοποιείται από ανθρώπους και συνεπώς η διαδικασία είναι αρκετά χρονοβόρα
και από κάθε άποψη δαπανηρή. Η δεύτερη, λοιπόν, κατηγορία που δεν φέρει επισημασμένα
δεδομένα αλλά επιχειρεί να ανακαλύψει δομές στις υπάρχουσες παρατηρήσεις ονομάζεται Μη
Επιβλεπόμενη Μάθηση (Unsupervised Learning). Η τρίτη και τελευταία κατηγορία καλείται
Ενισχυτική Μάθηση (Reinforcement Learning) και αντιμετωπίζει το υπό εκπαίδευση σύ-
στημα ως έναν πράκτορα που αλληλεπιδρώντας με ένα δυναμικό περιβάλλον αποσκοπεί να
μεγιστοποιήσει ένα κέρδος που ορίζεται από μία Συνάρτηση Ανταμοιβών (Reward Function).
Συγκεντρωτικά, η πρώτη κατηγορία προσπαθεί να δημιουργήσει ένα μοντέλο που απεικονίζει
δεδομένα εισόδου σε δεδομένα εξόδου, η δεύτερη επιδιώκει να αναγνωρίσει μια υποβόσκουσα
δομή στα δεδομένα εισόδου και η τρίτη αποσκοπεί στη βέλτιστη λήψη αποφάσεων.
Σημειώνεται, επιπλέον, πως δύο ενδιαφέρουσες κατηγορίες που συναντώνται συχνά στη σχε-
τική βιβλιογραφία είναι αυτή της Ημι-Επιβλεπόμενης Μάθησης (Semi-Supervised Learning)
και της Μετα-Εκπαίδευσης (Meta Learning). Η πρώτη αποτελεί μια μίξη της Επιβλεπόμενης
και Μη Επιβλεπόμενης Μάθησης, όπου κάποια δεδομένα είναι επισημασμένα ενώ τα περισσό-
τερα δεν είναι και η δεύτερη εστιάζει στο πώς μπορεί ένα σύστημα να μάθει πώς να μαθαίνει.

2.2.1 Επιβλεπόμενη Μάθηση

Στην Επιβλεπόμενη Μάθηση έχουμε στη διάθεσή μας ένα σύνολο δεδομένων εισόδου X
και τις αντίστοιχες επισημασμένες εξόδους y. Σκοπός είναι η εκμάθηση ενός μοντέλου το
οποίο θα αντιστοιχεί τις εισόδους X στις εξόδους y. Συμβολίζουμε με f(·) τη συνάρτηση
απεικόνισης (mapping) που περιγράφηκε.

X → Y ή αλλιώς y = f(X) (2.1)

Το πρόβλημα έγκειται, συνεπώς, στην εύρεση ή προσέγγιση της κατάλληλης συνάρτησης
απεικόνισης. Οι κατηγορίες προβλημάτων που παρατηρούνται στην Επιβλεπόμενη Μάθηση
προκύπτουν από τη διαφορετική φύση των εξόδων y. Αν η έξοδος y είναι διακριτή τότε γίνεται
λόγος για προβλήματα Ταξινόμησης (Classification) ενώ αν η έξοδος y είναι συνεχής
τότε γίνεται λόγος για προβλήματα Παλινδρόμησης (Regression). Στα προβλήματα
Ταξινόμησης, δεδομένης κάποιας εισόδου το μοντέλο θα πρέπει να την ταξινομήσει σε κάποια
κατηγορία ενώ στα προβλήματα Παλινδρόμησης το μοντέλο θα πρέπει να αποδώσει μια συνεχή
τιμή ως έξοδο.

2.2.2 Μη Επιβλεπόμενη Μάθηση

Σε αντίθεση με την προηγούμενη κατηγορία, τα δεδομένα σε αυτή την περίπτωση δεν πα-
ρέχονται μαζί με αντίστοιχες ετικέτες (labels). Η Μη Επιβλεπόμενη Μάθηση επιχειρεί να
ανακαλύψει την κατανομή των δεδομένων ή δομές που υποβόσκουν σε αυτά. Τα προβλήματα
που συνήθως εντοπίζονται σε αυτή την κατηγορία είναι τα προβλήματα της Ομαδοποίησης
(Clustering). Στα προβλήματα αυτά, επιχειρείται να ομαδοποιηθούν τα δεδομένα εισόδου σε
ορισμένες κατηγορίες-ομάδες ανάλογα με κάποια προκαθορισμένη μετρική απόστασης. Μια
άλλη ενδιαφέρουσα κατηγορία προβλημάτων Μη Επιβλεπόμενης Μάθησης είναι αυτή των
Γεννητικών Μοντέλων (Generative Models). Μιμούμενα τα δεδομένα εκπαίδευσης,
τα γεννητικά μοντέλα μπορούν εν συνεχεία να παράξουν νέα δεδομένα τα οποία διαφέρουν
από αυτά της εκπαίδευσης.
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2.2.3 Ενισχυτική Μάθηση

Η Ενισχυτική Μάθηση διαφέρει από τις προηγούμενες δύο κατηγορίες διότι εστιάζει στη
βέλτιστη λήψη αποφάσεων. Εν συντομία, ένας πράκτορας αλληλεπιδρά με το περιβάλλον του
προκειμένου να επιτύχει τη μεγιστοποίηση κέρδους που αποδίδεται από μια συνάρτηση αντα-
μοιβής. Ενδελεχής μελέτη της Ενισχυτικής Μάθησης παρουσιάζεται στην Ενότητα 5.

2.3 Παραδοσιακά Μοντέλα Μηχανικής Μάθησης

Στο πρόβλημα της Επιβλεπόμενης Μάθησης, σύμφωνα με την Εξίσωση 2.1, επιθυμούμε να
αντιστοιχήσουμε ένα σύνολο δεδομένων εισόδου {x, x ∈ Rdin} σε ένα σύνολο δεδομένων εξό-
δου {y, y ∈ Rdout}. Το πρόβλημα ανάγεται στον προσδιορισμό της κατάλληλης συνάρτησης
f(·). Το ερώτημα που τίθεται είναι τί είδους συνάρτηση θα μπορούσαμε να χρησιμοποιήσουμε.
Απλουστεύοντας προς το παρόν το πρόβλημα, γίνεται η θεώρηση οτι η συνάρτηση f(·) είναι
μια γραμμική συνάρτηση της μορφής

f(x) = xW + b (2.2)

όπου W ∈ Rdin×dout και b ∈ Rdout . Πραγματοποιείται, λοιπόν, η κλάση υπόθεσης οτι η
συνάρτηση f(·) είναι γραμμική εισάγοντας στο μοντέλο επαγωγική μεροληψία και ο στόχος
είναι η εύρεση των κατάλληλων παραμέτρων θ = {W, b}.

2.3.1 Συνάρτηση Κόστους

Έστω οτι εισάγεται η είσοδος x στο μοντέλο. H έξοδος αντιστοιχεί στην πρόβλεψη που κάνει
το μοντέλο μας και συμβολίζεται ως

ŷ = f(x) (2.3)
Η ποσοτικοποίηση του σφάλματος μεταξύ της προβλεπόμενης εξόδου ŷ και της πραγματικής
εξόδους y γίνεται με τη χρήση της Συνάρτησης Κόστους L(y, ŷ). Η Συνάρτηση Κόστους
αναθέτει μια βαθμωτή τιμή και θα πρέπει να είναι φραγμένη προς τα κάτω που σημαίνει οτι
όσο χαμηλότερη η τιμή του σφάλματος τόσο καλύτερη είναι η πρόβλεψη. Δεδομένου ενός
επισημασμένου σετ δεδομένων (x1:n, y1:n), το σφάλμα κατά μήκος όλου του συνόλου ορίζεται
ως

L(θ) = − 1

N

N∑
i=1

L(f(xi; θ), yi) (2.4)

Στόχος, λοιπόν, είναι η εύρεση των βέλτιστων παραμέτρων θ̂ οι οποίες ελαχιστοποιούν το
συνολικό σφάλμα

θ̂ = argmin
θ

L(θ) = argmin
θ
− 1

N

N∑
i=1

L(f(xi; θ), yi) (2.5)

2.3.2 Μηχανές Διανυσμάτων Υποστήριξης

Έστω οτι έχουμε δύο γραμμικά διαχωρίσιμες κλάσεις και θέλουμε να σχεδιάσουμε ένα γραμ-
μικό ταξινομητή. Στόχος μας είναι να σχεδιάσουμε ένα υπερεπίπεδο της μορφής

f(x) = wTx+ b (2.6)
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όπου x ∈ Rd τα προς εκπαίδευση δεδομένα και w ∈ Rd, b ∈ Rd οι παράμετροι του ταξινομητή.
Ακόμα, συμβολίζουμε με y ∈ {−1, 1} τις ετικέτες των δύο κλάσεων.
Το πλήθος των υπερεπιπέδων που μπορούν να ταξινομήσουν όλα τα δεδομένα εκπαίδευσης
x με επιτυχία είναι άπειρο. Παρόλα αυτά, η επιλογή θα πρέπει να γίνει με τέτοιο τρόπο έτσι
ώστε ο ταξινομητής να είναι αποδοτικός ως προς τη γενίκευση δεδομένων εκτός του συνό-
λου εκμάθησης. Το βέλτιστο υπερεπίπεδο (optimal hyperplane) είναι αυτό που μεγιστοποιεί
το περιθώριο (margin) ανάμεσα στις δύο κλάσεις. Σε αυτό το σημείο σημειώνεται πως η
απόσταση ενός σημείου x από το υπερεπίπεδο δίνεται από την σχέση

z =
|f(x)|
∥w∥

(2.7)

Σχήμα 2.1: Μηχανές Διανυσμάτων Υποστήριξης (SVM). Wikipedia

Δεδομένου οτι οι δύο κλάσεις είναι γραμμικά διαχωρίσιμες, μπορούν να επιλεγούν παράμετροι
w και b τέτοιοι ώστε

f(x) > 0 ∀x με ετικέτα y = +1 (2.8)
f(x) < 0 ∀x με ετικέτα y = −1 (2.9)

Κλιμακώνοντας το w μπορούμε να απαιτήσουμε η f(x) στα πλησιέστερα σημεία των δύο
κλάσεων να είναι +1 και -1 για κάθε κλάση αντίστοιχα. Με αυτή την απαίτηση το μέγιστο
μήκος περιθωρίου γίνεται 2

∥w∥ και έχουμε

f(x) ≥ 1 ∀x με ετικέτα y = +1 (2.10)
f(x) ≤ −1 ∀x με ετικέτα y = −1 (2.11)

Το πρόβλημα πλέον ανάγεται στην εύρεση των παραμέτρων w και b ούτως ώστε να ελαχι-
στοποιείται η συνάρτηση

J(w, b) =
2

∥w∥
(2.12)

υπό τους περιορισμούς yi(w
Txi + b) ≥ 1, i = 1, 2, · · · , N (2.13)

Η λύση του τετραγωνικού προβλήματος γραμμικού προγραμματισμού (Linear Programming)
δίνεται με τη χρήση πολλαπλασιαστών Lagrange.
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2.3.3 Λογιστική Παλινδρόμηση (Logistic Regression)

Η Λογιστική Παλινδρόμηση (Logistic Regression) χρησιμοποιείται στην επίλυση γραμμικών
προβλημάτων ταξινόμησης. Η διαφοροποίησή της μεταξύ άλλων απλών ταξινομητών είναι πως
υπολογίζει την πιθανότητα ενός δείγματος εισόδου x ∈ Rd να ανήκει σε μία κλάση. Έστω
οτι μελετάμε ένα πρόβλημα δυαδικής ταξινόμησης με κλάσεις y = {0, 1}. Στο διάνυσμα της
εξόδου μιας συνάρτησης f(·) εφαρμόζεται η λογιστική ή αλλιώς σιγμοειδής συνάρτηση που
συμπιέζει τις τιμές του διανύσματος στο πεδίο (0,1).

P (y = 1|x) = 1

1 + e−f(x)
(2.14)

όπου η f(x) μπορεί να είναι μια γραμμική συνάρτηση της μορφής 2.6. Αν η πιθανότητα αυτή
είναι μεγαλύτερη του 0.5 τότε το δείγμα x κατηγοριοποιείται στην πρώτη κλάση. Εναλλακτικά
ταξινομείται στη δεύτερη με πιθανότητα P (y = 0|x) = 1 − P (y = 1|x). Η συνάρτηση
κόστους που καλούμαστε να ελαχιστοποιήσουμε είναι η συνάρτηση κόστους διεντροπίας
(cross-entropy) που ορίζεται από τη σχέση

J(w) = −[ylog(P (y = 1|x)) + (1− y)log(1− P (y = 1|x))] (2.15)

2.4 Νευρωνικά Δίκτυα

Η Βαθιά Μάθηση (Deep Learning) ανήκει στον κλάδο της Μηχανικής Μάθησης και εστιά-
ζει στην εξαγωγή προτύπων από τα δεδομένα με τη χρήση νευρωνικών δικτύων (neural
networks). Τα Τεχνητά Νευρωνικά Δίκτυα (Artificial Neural Networks) αποτελούν υπολο-
γιστικά συστήματα βασισμένα σε μια αφαιρετική αναπαράσταση των νευρώνων του ανθρώπι-
νου εγκεφάλου. Η χρήση και η ικανότητα βελτιστοποίησης των παραμέτρων των νευρωνικών
δικτύων προσέφεραν στον κλάδο της Βαθιάς Μάθησης σπουδαία αποτελέσματα σε ποικίλες
εφαρμογές, κυρίως λόγω του οτι η αρχιτεκτονική αυτή μπορεί να προσεγγίσει μη-γραμμικές
συναρτήσεις.

Σχήμα 2.2: Βιολογικός Νευρώνας (Αριστερά) και η Αφαιρετική Υπολογιστική του Ανα-
παράσταση (Δεξιά) [51]

Βασική υπολογιστική μονάδα του εγκεφάλου αποτελεί ο νευρώνας. Ένας νευρώνας δέχεται
ένα ερέθισμα μέσω των δενδριτών και παράγει ένα σήμα εξόδου στον άξονά του. Ο άξονάς του
με τη σειρά του συνδέεται μέσω συνάψεων με δενδρίτες άλλων νευρώνων. Στο υπολογιστικό
μοντέλο, το σήμα των αξόνων που διέρχεται από τις συνάψεις όπου και πολλαπλασιάζεται με
κάποιο βάρος. Τα νέα σήματα έχοντας δεχθεί αυτή την επεξεργασία διέρχονται στο σώμα του
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νευρώνα όπου και αθροίζονται και το αποτέλεσμα διέρχεται από μία συνάρτηση ενεργοποίησης
(activation function) η οποία αναπαριστά τη συχνότητα των σημάτων αυτών στον άξονα.

Πολλοί νευρώνες συνδεδεμένοι μεταξύ τους δημιουργούν αρχιτεκτονικές που ονομάζονται
πολυεπίπεδα αντίληπτρα (multi-layer perceptrons). Ένα νευρωνικό δίκτυο αποτελείται από
το επίπεδο της εισόδου (input layer), από ένα ή περισσότερα κρυφά επίπεδα (hidden layer)
και από ένα επίπεδο εξόδου (output layer). Όσον αφορά τις συναρτήσεις ενεργοποίησης
(activation functions) συνήθως χρησιμοποιούνται η σιγμοειδής συνάρτηση, η υπερβολική
εφαπτομένη, η Rectified Linear Unit (ReLU) ή η Leaky ReLU.

Το πρόβλημα που συναντάται συχνά είναι αυτό του overfitting και συμβαίνει όταν η συνάρτηση
που βελτιστοποιούμε εκπαιδεύεται τόσο πολύ πάνω στα δεδομένα της εκπαίδευσης, όπου
μοντελοποιεί και τον θόρυβο αυτών και δεν επιτυγχάνει καλές γενικεύσεις. Ένας τρόπος να
αντιμετωπιστεί αυτό το πρόβλημα είναι μέσω της Κανονικοποίησης (Regularization).

θ̂ = argmin
θ

L(θ) = argmin
θ
− 1

N

N∑
i=1

L(f(xi; θ), yi) + λR(θ) (2.16)

Η υπερπαράμετρος (hyperparameter) λ δεν είναι δεδομένη αλλά εξαρτάται από το πρόβλημα
και οι όροι κανονικοποίησης R(θ) υπολογίζουν νόρμες των πινάκων των παραμέτρων. Δύο
νόρμες που χρησιμοποιούνται είναι η L1 και L2 νόρμες όπως αυτές περιγράφονται από της
Εξισώσεις 2.17 και 2.18 αντίστοιχα.

RL1(W ) = ∥W∥1 =
∑
i,j

|W[i,j]| (2.17)

RL2(W ) = ∥W∥22 =
∑
i,j

(W[i,j])
2 (2.18)

Εναλλακτικοί τρόποι κανονικοποίησης είναι η τεχνική Dropout [116] που απενεργοποιεί τυ-
χαία κάποιους νευρώνες σε ένα δίκτυο και η τεχνική Early Stopping όπου η εκμάθηση
σταματά τη στιγμή που το Σφάλμα του σετ αξιολόγησης σταματά να μειώνεται.

Για να κάνουμε εκμάθηση στο νευρωνικό δίκτυο χρειάζεται να λύσουμε το πρόβλημα βελ-
τιστοποίησης που περιγράφεται από την Εξίσωση 2.16. Ενδεικτικά κάποιοι προτεινόμενοι
τρόποι είναι ο Αλγόριθμος Καθόδου (Gradient Descent), o Στοχαστικός Αλγόριθμος Από-
τομης Καθόδου (Stochastic Gradient Descent) [10], ο Adagrad [24], o Adadelta [143] και
ο Adam [54]. Για να ελαχιστοποιηθεί η Συνάρτηση Κόστους χρειάζεται να υπολογιστούν
οι παράγωγοι και να ενημερωθεί το δίκτυο. Μια αποτελεσματική μέθοδος είναι η Οπίσθια
Διάδοση (Backpropagation) [103], [59], όπου οι παράγωγοι υπολογίζονται με συστηματικό
τρόπο και αποτελεσματικά με τη χρήση του κανόνα της αλυσίδας.

2.4.1 Συνελικτικά Νευρωνικά Δίκτυα

Μια σημαντική κατηγορία Δικτύων, εμπνευσμένη από τον κλάδο της Νευροεπιστήμης, είναι
τα Συνελικτικά Νευρωνικά Δίκτυα (Convolutional Neural Networks), τα οποία αποτελούν
δίκτυα εμπρόσθιας διάδοσης που βασίζουν τη λειτουργία τους στη διαδικασία της συνέλιξης.
Η συνέλιξη ορίζεται ως

s(t) = x(t) ∗ w(t) =
∫

x(h)w(t− h)dh (2.19)
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Σχήμα 2.3: Η δομή ενός Συνελτικού Νευρωνικού Δικτύου [92]

όπου η συνάρτηση w ονομάζεται φίλτρο (filter ή kernel). Βέβαια, στις υλοποιήσεις της Μη-
χανικής Μάθησης χρησιμοποιείται η διακριτή συνέλιξη

s(t) = x(t) ∗ w(t) =
∑
h

x(t+ h)w(h) (2.20)

Χρησιμοποιείται ένα σύνολο από φίλτρα τα οποία είναι μικρότερα σε μέγεθος από την είσοδο
προκειμένου να εντοπίσουν τοπικές δομές. Έπειτα από τη διαδικασία της συνέλιξης, χρησιμο-
ποιείται μια μη-γραμμική συνάρτηση ενεργοποίησης (πχ. ReLU) και στη συνέχεια λαμβάνει
χώρα μια υποδειγματοληψία με τη μέθοδο pooling. Συνήθως, γίνεται χρήση του max pooling
όπου επιλέγεται μόνο η μέγιστη τιμή εντός μιας περιοχής και του average pooling όπου η
τιμή εντός μιας περιοχής προκύπτει από το μέσο όρο των τιμών της. Τέλος, οι τιμές που
προκύπτουν συνδέονται συχνά με ένα πλήρως συνδεδεμένο στρώμα νευρώνων.

2.5 Σύνοψη

Στο Κεφάλαιο αυτό, πραγματοποιήθηκε μια Εισαγωγή στις Βασικές Αρχές και το Θεωρη-
τικό Υπόβαθρο της Μηχανικής Μάθησης και των Βαθιών Νευρωνικών Δικτύων. Το κεφάλαιο
αυτό αποτελεί τον ακρογωνιαίο λίθο της διπλωματικής εργασίας καθώς τα σύγχρονα μοντέλα
που θα μελετήσουμε στη συνέχεια βασίζονται στις βασικές αρχές που περιγράψαμε. Στις επό-
μενες ενότητες, γίνεται μια εισαγωγή στο θεωρητικό υπόβαθρο της Επεξεργασίας Φυσικής
Γλώσσας (ΕΦΓ). Συγκεκριμένα, στο Κεφάλαιο 3 μελετάμε τις Διανυσματικές Αναπαραστά-
σεις Λέξεων και στο Κεφάλαιο 4 γίνεται μια εισαγωγή στα μοντέλα της ΕΦΓ.
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Διανυσματικές
Αναπαραστάσεις Λέξεων

Σε αυτό το κεφάλαιο μελετώνται οι τρόποι με τους οποίους αναπαρίστανται οι λέξεις προ-
κειμένου να χρησιμοποιηθούν οι αναπαραστάσεις αυτές στην είσοδο των μοντέλων που θα
αναφερθούν στα επόμενα κεφάλαια και αποσκοπούν στην επίλυση πληθώρας προβλημάτων
της Επεξεργασίας Φυσικής Γλώσσας (ΕΦΓ). Για λόγους πληρότητας αναφέρεται
οτι πολύ πριν την οργανωμένη σύσταση του κλάδου της Επεξεργασίας Φυσικής Γλώσσας,
κυριαρχούσε η ιδέα της χρήσης ατομικών συμβόλων για τον προσδιορισμό κάθε λέξης. Στη
μελέτη αυτή, ζητείται η δημιουργία ενός διανύσματος για κάθε μία λέξη που υπάρχει στο
λεξικό. Ο στόχος είναι οι διανυσματικές αναπαραστάσεις να προσδίδουν μια αίσθηση ομοιό-
τητας ή διαφοροποίησης ανάμεσα σε λέξεις που είναι όμοιες ή άσχετες αντίστοιχα μεταξύ τους.
Από την στιγμή που οι λέξεις μετατρέπονται σε διανύσματα, σε αυτά μπορούν να προσδοθούν
ιδιότητες, χρησιμοποιώντας μετρικές απόστασης όπως είναι οι Jaccard, Cosine και Euclidean.
Τα διανύσματα που καλούμαστε να δημιουργήσουμε συναντώνται στην βιβλιογραφία με τους
όρους word vectors ή word embeddings.

Κρίνεται σκόπιμο να περιγραφούν οι δύο διαφορετικές σημασιολογικές προσεγγίσεις: (α)
η συμβολική σημασιολογία (denotional semantics) και (β) η διανεμητική σημασιολογία
(distributional semantics). H συμβολική σημασιολογία αντιμετωπίζει τις λέξεις ως ξε-
χωριστά σύμβολα, δημιουργεί πιο αραιές αναπαραστάσεις και δεν προσδίδει κάποια αίσθηση
ομοιότητας ή ανομοιότητας μεταξύ των λέξεων (localist representation). Αντιθέτως, η
διανεμητική σημασιολογία δημιουργεί λεξικές αναπαραστάσεις ανάλογα με το περιεχόμενο
(context) που εμφανίζεται κάποια λέξη. Είναι πιο πυκνές αναπαραστάσεις και λόγω της
φύσης τους συγκρατούν ομοιότητες ή ανομοιότητες μεταξύ των λέξεων.

Στην αγγλική γλώσσα, εκτιμάται οτι υπάρχουν 13 εκατομμύρια διαφορετικά tokens. Παρόλα
αυτά, το νόημα μεταξύ κάποιων λέξεων δεν είναι τόσο διαφορετικό. Για παράδειγμα, η σχέση
μεταξύ των λέξων "child" και "children" είναι πολύ πιο στενή συγκριτικά με αυτή των λέξεων
"child" και "embeddings". Αν συμβολίσουμε ως V το λεξικό μας, δηλαδή τις λέξεις που
κατέχουμε στην γνώση μας και |V | το πλήθος των λέξεων που υπάρχουν στο λεξικό αυτό,
αναζητούμε, κατά προτίμηση, έναν "γλωσσικό" χώρο διαστάσεων |V |xN όπου N ≪ 136.
Έτσι, σε κάθε λέξη θα αντιστοιχεί ένα διάνυμα μεγέθους 1xN . Ιδανικά, κάθε μία από τις
N διαστάσεις θα θέλαμε να πληροί διαφορετική σημασιολογική ή και συντακτική ιδιότητα
(πχ. κάποια διάσταση να σχετίζεται με τον ενικό ή πληθυντικό και κάποια άλλη με ενεστώτα-
αόριστο κλπ).

37



38 Κεφάλαιο 3. Διανυσματικές Αναπαραστάσεις Λέξεων

Αρχικά, με τον όρο λεξικό V καλείται μια δομή που περιέχει όλες τις λέξεις που υπάρχουν
σε μια γλώσσα και συνήθως κάθε μία από αυτές έρχεται σε μια αντιστοιχία με κάποια άλλη
οντότητα. Στη μελέτη αυτή, ένα λεξικό μπορεί να αποτελείται από μια λέξη και το αντίστοιχο
διάνυσμα λέξης που την περιγράφει.
Στις Ενότητες 3.1 και 3.2 παρουσιάζονται κάποιες απλές προσεγγίσεις αναπαράστασης των
λέξεων: ως δείκτες σε λεξικά και ως one-hot διανύσματα αντίστοιχα. Έπειτα, παρουσιάζονται
κάποιες SVD Μέθοδοι (Ενότητα 3.3) και στη συνέχεια γίνεται η μετάβαση σε iteration-based
μεθόδους, όπως είναι το Word2Vec (Ενότητα 3.4). Τέλος, αναφερόμαστε στα Διανύσματα
Glove (Ενότητα 3.5) και στις contextual διανυσματικές αναπαραστάσεις λέξεων (Ενότητα
3.6).

3.1 Λέξεις ως Δείκτες στο Λεξικό

H πρώτη αφελής ιδέα είναι η χρησιμοποίηση κάποιων δεικτών που αναφέρονται στα σημεία
που είναι αποθηκευμένη κάθε λέξη στο λεξικό μας. Έστω οτι η λέξη "δημιουργία" αντιστοι-
χεί στον δείκτη iδημιουργία = 42 και η λέξη "κόσμος" αντιστοιχεί στον δείκτη iκόσμος = 12.
Αν εξαιρέσουμε το γεγονός οτι δεν επιτυγχάνουμε τα προαναφερθέντα χαρακτηριστικά που
επιθυμούμε, δημιουργούνται ανισοτικές σχέσεις μεταξύ των λέξεων. Στο συγκεκριμένο πα-
ράδειγμα, ισχύει οτι iδημιουργία > iκόσμος και προσδίδουμε μια σημασιολογική σχέση η οποία
δεν αποδίδει την πραγματική συσχέτιση των λέξεων.

3.2 One-Hot Vectors

O όρος "one-hot" προέρχεται από τον κλάδο της Ψηφιακής Σχεδίασης Κυκλωμάτων, όπου
για τον εντοπισμό ενός σήματος χρειαζόμαστε μία ενεργή στάθμη και όλες τις υπόλοιπες
ανενεργές. Ομοίως, κάθε λέξη απεικονίζεται ως ένα διάνυσμα μεγέθους R|V |x1, όπου όλες
οι |V | διαστάσεις λαμβάνουν την τιμή 0 εκτός από μιας που λαμβάνει την τιμή 1 και η θέση
στην οποία λαμβάνει αυτή την τιμή αντιστοιχεί στον δείκτη στον οποίο είναι αποθηκευμένη
στο λεξικό. Για παράδειγμα, σε ένα λεξικό V = {δημιουργία, κόσμος, τεχνητή, νοημοσύνη}
με |V | = 4, δημιουργούνται τα ακόλουθα one-hot διανύσματα:

wδημιουργία =


1
0
0
0

 , wκόσμος =


0
1
0
0

 , wτεχνητή =


0
0
1
0

 , wνοημοσύνη =


0
0
0
1


Είναι εμφανές οτι αν μεγαλώσουν οι διαστάσεις του λεξικού μας, τόσο πιο μεγάλες θα γίνουν
και οι λεξικές αναπραστάσεις. Ο πίνακας που για κάθε λέξη περιέχει και την αντίστοιχη
αναπαράσταση είναι διαστάσεων |V |x|V |. Αυτός ο πίνακας θα είναι της παρακάτω μορφής,

wδημιουργία⊤

wκόσμος⊤

wτεχνητή⊤

wνοημοσύνη⊤

 =


1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1


Αυτός ο πίνακας είναι αρκετά αραιός και αν αναλογιστούμε οτι υπάρχει περίπτωση να χρη-
σιμοποιήσουμε λεξικά πολύ μεγάλου μεγέθους για κάθε ένα διάνυσμα θα έχουμε πάρα πολύ
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άχρηστη και ασχρησιμοποίητη πληροφορία (0) και μόνο ένα 1. Σπαταλάμε μεγάλο μέρος της
μνήμης με αυτό τον τρόπο. Εκτός αυτου, τα διανύσματα των λέξεων δεν υποδηλώνουν κάποια
εξάρτηση μεταξύ τους γιατί είναι ανεξάρτητα μεταξύ τους ανά δύο. Ενδεικτικά,

(wτεχνητή)⊤wνοημοσύνη = (wτεχνητή)⊤wκόσμος = 0

3.3 SVD Μέθοδοι

Οι SVD μέθοδοι καλούνται να λύσουν τα παραπάνω προβλήματα. Καλούνται, έτσι, διότι χρησι-
μοποιούν τη μέθοδο Singular Value Decomposition προκειμένου να μειώσουν τις διαστάσεις
[31]. Τα διαφορετικά είδη των SVD μεθόδων προκύπτουν κατά βάση από τον πίνακα στον
οποίο επιλέγει η κάθε μέθοδος να εφαρμόσει μείωση διαστάσεων.

3.3.1 Word-Document Matrix

Έστω οτι έχουμε M πλήθος αρχείων κειμένου. Αρχικοποιούμε με μηδενικά έναν πίνακα X
διαστάσεων |V |xM . Κάθε γραμμή αντιστοιχεί σε μια συγκεκριμένη λέξη και κάθε στήλη σε
κάθε ένα από τα M έγγραφα. Για κάθε αρχείο j, διαπερνάμε όλο το κείμενο και κάθε φορά
που συναντάμε κάποια λέξη, έστω i αυξάνουμε κατά μια μονάδα την τιμή Xi,j του πίνακα.
Ουσιαστικά, δημιουργούμε έναν μετρητή λέξεων ανά αρχείο. Με αυτόν τον τρόπο έχουμε
δημιουργήσει τον ζητούμενο πίνακα. Παρόλα αυτά, πρακτικά τα αρχεία μπορεί να είναι πάρα
πολλά και ως αποτέλεσμα ο πίνακας να είναι πολύ μεγάλος. Στη συνέχεια παρουσιάζεται μια
καλύτερη προσέγγιση.

3.3.2 Window based Co-occurence matrix

Σε αυτή την περίπτωση ο πίνακας X αποθηκέυει co-occurences γειτονικών λέξεων εντός ενός
προκαθορισμένου παραθύρου (affinity matrix).

3.4 Iteration based Methods - Word2Vec

Μια διαφορετική αντιμετώπιση του προβλήματος αναγνωρίζει οτι ο υπολογισμός και η αποθή-
κευση ενός τεράστιου όγκου πληροφορίας σχετικά με τις συσχετίσεις των λέξεων σε τεράστια
αρχεία κειμένων είναι χρονοβόρος και κοστοβόρος. Εστιάζει, λοιπόν, στον υπολογισμό μέσω
επαναληπτικών διαδικασιών (iterations) και προσδιορίζει την πιθανότητα εμφάνισης μιας λέ-
ξης, δεδομένου του περιεχομένου (context) στο οποίο βρίσκεται, ένα βήμα τη φορά. Στη
βιβλιογραφία παρατηρούνται διάφορες προσεγγίσεις [8] [15] αλλά αυτή που στιγμάτισε τον
κλάδο της Επεξεργασίας Φυσικής Γλώσσας είναι το Word2Vec του Mikolov [77]. Για την
καλύτερη κατανόησή του παρουσιάζονται τα τέσσερα δομικά του στοιχεία. Το Continuous
Bag of Words (CBOW) και το skip-gram αποτελούν τους δύο προτεινόμενους αλγορίθμους
ενώ το Negative Sampling [80] και Hierarchical Softmax αποτελούν τις δύο προτεινόμενες
μεθόδους εκπαίδευσης.

Όπως παρατηρείται στο Σχήμα 3.1, ο αλγόριθμος CBOW δεδομένου του περιεχομένου
(context) μιας λέξης, προσπαθεί να προβλέψει τη κεντρική αυτή λέξη. Αντιθέτως, στο Skip-
gram μοντέλο, δεδομένης μιας κεντρικής λέξης επιχειρείται να προβλεφθεί η κατανομή των
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Σχήμα 3.1: Οι δύο προτεινόμενοι αλγόριθμοι Word2Vec: CBOW (Αριστερά) και Skip-
gram (Δεξιά). Η εικόνα πάρθηκε από το [77].

λέξεων που συνιστούν το περιεχόμενο (context) της κεντρικής λέξης. Επιπλέον, το Negative
Sampling βασίζεται στη δειγματοληψία "αρνητικών" παραδειγμάτων ενώ το Hierarchical
Softmax προτείνει μια αποδοτική δενδρική δομή για τον υπολογισμό των πιθανοτήτων των
λέξεων του λεξικού.

3.5 Glove

Σε αντίθεση με τις παραπάνω μεθόδους το Glove [93] είναι βασισμένο σε ένα μοντέλο που
προβλέπει την πιθανότητα εμφάνισης μιας λέξης j που εμφανίζεται στο περιεχόμενο (context)
μιας λέξης i. Η εκμάθηση πραγματοποιείται με μία συνάρτηση κόστους ελαχίστων τετραγώ-
νων. Επιπλέον, με αυτό τον τρόπο χρησιμοποιούνται όλα τα στατιστικά των κειμένων και
επιτυγχάνεται η δημιουργία ενός διανυσματικού χώρου λέξεων που έχει συγκρατήσει αρκετά
σημαντική πληροφορία των νοημάτων των λέξεων.

3.6 Contextual Word Embeddings

Τα διανύσματα λέξεων που έχουν περιγραφεί ως τώρα είναι στατικά. Παρόλα αυτά, πολλές
είναι οι φορές που μπορεί να χρησιμοποιηθεί μια συγκεκριμένη λέξη σε διαφορετικές προτάσεις
και να αποδίδει ένα εντελώς διαφορετικό νόημα. Για παράδειγμα, στην πρόταση "κάνετε διπλό
κλικ με το ποντίκι σας", η λέξη ποντίκι έχει διαφορετική σημασία από το ζώο. Κρίνεται, λοιπόν,
ανεπαρκές να χρησιμοποιηθεί η ίδια στατική αναπαράσταση για αυτή τη λέξη. Σχηματίστηκε,
λοιπόν, η άποψη οτι το περιεχόμενο είναι αυτό που καθορίζει τη λέξη και η ίδια λέξη σε
διαφορετικό περιεχόμενο θα πρέπει να αναπαρίσταται με διαφορετικό τρόπο. Μια γνωστή
κατηγορία Contextual Word Embeddings είναι το ELMo [95]. Σημειώνεται πως τέτοιου
είδους διανύσματα μπορούν να προκύψουν μέσω γλωσσικών μοντέλων, αναδρομικών δικτύων
και Transformers.
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3.7 Σύνοψη

Στο Κεφάλαιο αυτό μελετήσαμε τους διαφορετικούς τρόπους με τους οποίους μπορούμε να
αναπαραστήσουμε τις λέξεις. Η κατάλληλη διανυσματικής αναπαράσταση των λέξεων παίζει
σπουδαίο ρόλο καθώς αυτά τα διανύσματα εισάγονται στα μοντέλα που περιγράφονται στο
επόμενο κεφάλαιο.





Κεφάλαιο 4

Γλωσσικά Μοντέλα (Language
Models)

Σε πληθώρα προβλημάτων Επεξεργασίας Φυσικής Γλώσσας καλούμαστε να υπολογίσουμε
την πιθανότητα εμφάνισης μιας συγκεκριμένης πρότασης. Χρειαζόμαστε, λοιπόν, την δημιουρ-
γία ενός μοντέλου το οποίο θα υπολογίζει την πιθανότητα εμφάνισης μιας ακολουθίας πε-
περασμένου αριθμού λέξεων που σχηματίζει κάποια πρόταση. Αυτά τα μοντέλα ονομάζονται
Γλωσσικά Μοντέλα (Language Models). Τα γλωσσικά μοντέλα, επιπλέον, μπορούν να χρησι-
μοποιηθούν και στην παραγωγή προτάσεων. Η μαθηματική μοντελοποίηση του προβλήματος
παρουσιάζεται στην εξίσωση (4.1).

P (w1, ..., wm) =
m∏
i=1

P (wi|w1, ..., wi−1) (4.1)

Επιθυμούμε, λοιπόν, το μοντέλο που θα δημιουργήσουμε να δίνει μικρή πιθανότητα σε προτά-
σεις που δεν συνηθίζουμε να χρησιμοποιούμε ή είναι συντακτικά λανθασμένες και αντιθέτως
να δίνει μεγαλύτερη πιθανότητα σε προτάσεις οι οποίες είναι πιο σύνηθες να συναντήσουμε.
Για παράδειγμα, η πρόταση "πολύ την εγώ τεχνητή αγαπώ νοημοσύνη" αναμένουμε να έχει
μικρότερη πιθανότητα από την πρόταση "εγώ αγαπώ πολύ την τεχνητή νοημοσύνη". Σε αυτό
το σημείο, αξίζει να τονίσουμε οτι επειδή μια πρόταση μπορεί να μην εμφανίζεται συχνά δεν
σημαίνει οτι αυτή είναι λανθασμένη ή δεν μπορεί να σταθεί στον προφορικό ή γραπτό λόγο!
Το Γλωσσικό Μοντέλο, λοιπόν, θα αποδώσει μικρή πιθανότητα και χαμηλή αξιολόγηση ως
προς την ορθότητα της πρότασης.

Στο κεφάλαιο αυτό θα μελετηθούν διαφορετικά είδη Γλωσσικών Μοντέλων και συγκεκριμένα
θα αναλύσουμε και θα αξιολογήσουμε τα ακόλουθα μοντέλα. Συγκεκριμένα, θα μελετήσουμε
το n-gram γλωσσικό μοντέλο (ενότητα 4.1) και στην συνέχεια το πρώτο μεγάλης κλίμακας
γλωσσικό μοντέλο βαθιάς μάθησης (ενότητα 4.2). Έπειτα, εισάγουμε τα Recurrent Neural
Networks (ενότητα 4.3), τη δομική μονάδα Gated Recurrent Unit (ενότητα 4.4) και τα Long-
Short Term Memories (ενότητα 4.6). Εισάγουμε τη μετρική της Σύγχυσης (ενότητα 4.5)
και στην ενότητα 4.7 μελετώνται οι Transformers όπου δίνεται έμφαση στο BERT (ενότητα
4.7.4) και στο GPT-2 (ενότητα 4.7.5).

43
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4.1 n-γραμματικά Γλωσσικά Μοντέλα

Με τον όρο n-γραμμα καλούμε κάθε ακολουθία n διαδοχικών όρων. Πολλές φορές συνα-
ντάμε τους όρους δίγραμμα που αντιστοιχεί σε μια ακολουθία δύο διαδοχικών όρων (π.χ.
"καλός μαθητής") και τρίγραμμα που αντιστοίχως περιγράφει μια ακολουθία τριών διαδοχι-
κών όρων (π.χ. "βαθιά νευρωνικά δίκτυα"). Ανάλογα με την επιλογή του n, ονομάζουμε και
το αντίστοιχο μοντέλο n-γραμματικό. Ερμηνεύοντας αυτή την επιλογή, αυτό που πραγματικά
επιχειρούμε είναι να κρατήσουμε κάποια στατιστικά στοιχεία για τις συνεμφανίσεις λέξεων
εντός ενός παραθύρου. Οι ακόλουθες δύο εξισώσεις υποδηλώνουν την σχέση δι-γραμματικών
και τρι-γραμματικών γλωσσικών μοντέλων.

P (w2|w1) =
count(w1, w2)

count(w1)
(4.2)

P (w3|w1, w2) =
count(w1, w2, w3)

count(w1, w2)
(4.3)

Συνεπώς, η πιθανότητα εμφάνισης της επόμενης λέξης δεδομένων των συμφραζομένων εντός
ενός παραθύρου καθορίζεται από την επιλογή του n. Όμως, ένα τέτοιο μικρό παράθυρο δεν
μπορεί να συμπεριλάβει το περιεχόμενο της πρότασης στην ολότητά του. Για παράδειγμα, έστω
οτι έχουμε την πρόταση "Ήθελα να παίξω μπάσκετ και έτσι πήγα στο _______". Λογικά
κάποιος θα συμπλήρωνε την λέξη "γήπεδο". Αν χρησιμοποιούσαμε ένα τρι-γραμμικό μοντέλο,
αυτό θα έπρεπε να προβλέψει την ζητούμενη λέξη δεχόμενο ως δεδομένα την πρόταση "πήγα
στο _______". Είναι εμφανές πως αυτή η μοντελοποίηση δεν είναι βέλτιστη.

Δημιουργούνται, ακόμα, και δύο επιπρόσθετα προβλήματα. Το πρώτο πρόβλημα αφορά το
γεγονός οτι ο αριθμητής πχ. στην εξίσωση 3 μπορεί να είναι μηδέν επειδή είναι πολύ πιθανό
οι λέξεις w1, w2 και w3 να μην έχουν εμφανιστεί ποτέ διαδοχικά. Όμως, αυτό έχει ως συνέπεια
να μηδενίζεται και η πιθανότητα να εμφανιστεί η λέξη w3 μετά από την διαδοχική εμφάνιση
των λέξεων w1 και w2. Συνήθως, το ζήτημα αυτό επιλύεται με μεθόδους που αποκαλούνται
smoothing ή discounting, οι οποίες επιδιώκουν να προσδώσουν κάποια μικρή πιθανότητα
στην εμφάνιση λέξεων [27]. Επίσης, η εξίσωση 4.3 μπορεί να μην ορίζεται διότι αν οι λέξεις
w1 και w2 δεν εμφανιστούν ποτέ διαδοχικά που είναι πιθανό μηδενίζουν τον παρονομαστή.
Συνήθως, επιλύεται με την μέθοδο backoff [56]. Σε αυτή την κατηγορία προβλημάτων, η
αύξηση του παραθύρου συμβάλλει στην αύξηση των ζητημάτων που περιγράφηκαν. Η δεύτερη
κατηγορία προβλημάτων αφορά την αποθήκευση στην μνήμη. Ο όγκος των δεδομένων που
χρειάζεται να αποθηκευτεί σχετίζεται με το πλήθος των n-γραμμάτων που συναντώνται στην
συλλογή κειμένων. Προφανώς, όσο αυξάνεται το n, δηλαδή το παράθυρο, τόσο περισσότερη
πληροφορία πρέπει να αποθηκεύσει το μοντέλο.

Μια τυπική τιμή για το μέγεθος του παραθύρου είναι n ≤ 5. Χρειάζεται να αντισταθμιστούν
τα προβλήματα που προκύπτουν από την επιλογή ενός μικρού παραθύρου με την ικανότητα
αυτού να συμπεριλαμβάνει τα συμφραζόμενα (context) της πρότασης.

4.2 Window-based Neural Language Model

Η κατάρα της διαστατικότητας (curse of dimensionality) είναι ένα σύνηθες ζήτημα στον
κλάδο των Βαθιάς Μάθησης και εν γένει της Αναγνώρισης Προτύπων. Αυτό το πρόβλημα
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επεδίωξε να αντισταθμίσει ο Bengio [8] με την χρήση νευρωνικών δικτύων για τη δημιουργία
Γλωσσικών Μοντέλων. Το προτεινόμενο μοντέλο επιδιώκει συγχρόνως να μάθει αφενός μια
κατανεμημένη αναπαράσταση λέξεων και αφετέρου μια συνάρτηση πιθανότητας για λεξικές
ακολουθίες.

Σχήμα 4.1: Αρχιτεκτονική Window-based Neural Language Model [8]

Ως περιεχόμενο της πρότασης, και σε αυτή την περίπτωση χρησιμοποιείται ένα παράθυρο n
λέξεων. Για να προβλέψουμε την επόμενη λέξη, λοιπόν, εισάγουμε στο μοντέλο τις n λέξεις
που προηγήθηκαν. Αυτές αναζητούνται σε έναν πίνακα C οι παράμετροι του οποίου είναι
κοινές για όλες τις λέξεις του παραθύρου. Με αυτόν τον τρόπο, κωδικοποιούμε τις λέξεις, οι
αντίστοιχες αναπαραστάσεις των οποίων αναγράφονται ως C(wt−n+1), C(wt−2) και C(wt−1)
και πλέον καλούνται word embeddings ( C(w) ∈ Rdw ). Αυτά τα διανύσματα συνενώνονται
σειριακά, και περνούν σε ένα κρυφό στρώμα, η έξοδος του οποίου οδηγείται σε ένα επίπεδο
ταξινόμησης softmax. H λειτουργία του μοντέλου μπορεί να περιγραφεί με τις εξισώσεις 4.4
και 4.5.

x = [C(wt−n+1);C(wt−2); ...;C(wt−1)] (4.4)
ŷ = softmax(W (2)tanh(W (1)x+ b(1)) +W (3)x+ b(3)) (4.5)

4.3 Recurrent Neural Networks (RNNs)

Τα εμπρόσθια νευρωνικά μοντέλα, όπως ήταν αυτό που περιγράψαμε στην προηγούμενη ενό-
τητα, αντικαταστάθηκαν από αναδρομικά νευρωνικά δίκτυα (RNNs) διότι τα τελευταία δεν
περιορίζονται σε ένα μικρό παράθυρο λέξεων αλλά μπορούν να χρησιμοποιήσουν όλες τις
λέξεις της ακολουθίας [79]. Κάθε λέξη εισάγεται σε διαφορετική χρονική στιγμή. Συνεπώς,
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υπάρχουν τόσες χρονικές στιγμές (timesteps) όσο είναι και το μέγεθος της πρότασης ή της
ακολουθίας που εισάγουμε.

Σχήμα 4.2: Ένα αναδρομικό νευρωνικό δίκτυο (RNN)[88]

Θα μελετήσουμε τις εξισώσεις την χρονική στιγμή t:

ht = tanh(Whhht−1 +WxhXt + bh), όπου (4.6)

Whh ∈ RHXH είναι ο πίνακας βαρών των hidden units (H είναι το μέγεθος των κρυφών
διαστάσεων), ht−1 ∈ RNXH είναι η κρυφή κατάσταση της προηγούμενης χρονικής στιγμής
(N είναι το μέγεθος του batch), Wxh ∈ REXH είναι ο πίνακας βαρών των στοιχείων της
εισόδου (E είναι οι διαστάσεις των embeddings), Xt ∈ RNXE είναι η είσοδος την χρονική
στιγμή t, bh ∈ RHX1 είναι το hidden units bias και τέλος ht είναι η έξοδος του Αναδρομικού
Νευρωνικού Δικτύου την χρονική στιγμή t.

Η στιγμή t = 0 είναι η μοναδική χρονική στιγμή όπου το δίκτυο δέχεται μία μόνο είσοδο. Ως
ht−1 θα μπορούσαμε να χρησιμοποιήσουμε ένα μηδενικό διάνυσμα (χωρίς εκμάθηση) ή κά-
ποια αρχικοποιημένη τιμή (με εκμάθηση). Να τονιστεί οτι τα Αναδρομικά Νευρωνικά Δίκτυα
χρησιμοποιούνται σε πληθώρα προβλημάτων που ανήκουν στην οικογένεια της Επεξεργασίας
Φυσικής Γλώσσας. Όπως, φαίνεται στην παρακάτω εικόνα, συνήθως λαμβάνουμε διαφορετι-
κές εξόδους του Δικτύου μας για διαφορετικά προβλήματα.

Σχήμα 4.3: Εφαρμογές Αναδρομικών Νευρωνικών Δικτύων [84]

Οι παράμετροι που θα πρέπει να μάθει το Αναδρομικό Νευρωνικό δίκτυο είναι οι πίνακες Whh

καιWxh (και bh). Συνεπώς, συγκριτικά με τις παραδοσιακές τεχνικές, πλέον επιτυγχάνουμε να
ενσωματώνουμε όλα τα στοιχεία (κατά βάση λέξεις) μιας ακολουθίας στο δίκτυό μας (δίχως
να αποκλείουμε κάποιες λόγω περιορισμένου μεγέθους παραθύρου) και ανεξαρτήτως αριθμού
λέξεων το μοντέλο μας μαθαίνει συγκεκριμένο αριθμό παραμέτρων. Αν αυξηθούν, δηλαδή,
οι λέξεις σε μια πρόταση ή το ίδιο το λεξικό μας το μοντέλο δεν θα μεγαλώσει! Επιπλέον,
το μοντέλο, δεχόμενο κάθε χρονική στιγμή ως είσοδο ένα διάνυσμα που προέρχεται από
την έξοδο του την χρονική στιγμή t − 1, ενσωματώνει θεωρητικά πληροφορία από όλες τις
παρελθοντικές λέξεις.
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4.3.1 Προβλήματα

Ακριβώς επειδή τα στοιχεία της ακολουθίας εισάγονται σειριακά, ένα πρόβλημα των RNNs
είναι οτι δεν παρέχουν την δυνατότητα παραλληλοποίησης των υπολογισμών και αυτό τα κα-
θιστά αργά ως προς την εκπαίδευση. Παρόλα αυτά, η αντικατάστασή τους από πιο σύγχρονα
μοντέλα οφείλεται στο πρόβλημα των παραγώγων που μπορούν να πάρουν είτε πολύ μικρές
(< 1) είτε πολύ μεγάλες τιμές (> 1). Έτσι, κατά την οπισθοδιάδοση (backpropagation) αν
πολλαπλασιάζονται διαρκώς μεγάλες τιμές μεταξύ τους οδηγούν τις παραγώγους στο άπειρο.
Αντίστοιχα, αν αν πολλαπλασιάζονται διαρκώς μικρές τιμές μεταξύ τους οδηγούν τις παραγώ-
γους στο μηδέν. Το πρόβλημα αυτό ονομάζεται Vanishing Gradients και Gradient Explosion.
Δύο ενδεικτικές λύσεις είναι: (α) το gradient clipping, μια ευριστική που προτάθηκε από τον
Mikolov και κόβει ουσιαστικά τις παραγώγους αν ξεπεράσουν κάποιο κατώφλι και (β) η χρήση
Rectified Linear Units (ReLUs) αντί για σιγμοϊδείς συναρτήσεις ενεργοποίησης.

Επιπλέον, ενώ θεωρητικά χρησιμοποιούμε μια παρελθοντική πληροφορία, δεν σημαίνει οτι
αυτή έτσι όπως προσφέρεται είναι η πλέον ενδεδειγμένη μορφή κωδικοποίησης των παρελθο-
ντικών διαδικασιών του μοντέλου. Οι συσχετίσεις λέξεων που βρίσκονται μακριά μεταξύ τους
σε μια ακολουθία είναι δύσκολες και κάποιες φορές ανύπαρκτες [37], [7].

4.3.2 Επεκτάσεις των Αναδρομικών Νευρωνικών Δικτύων

Προτού επεκταθούμε και σε άλλα μοντέλα τα οποία τροποποιούν το εσωτερικό σώμα των
υπολογισμών του Αναδρομικού Νευρωνικού Δικτύου, κρίνεται σκόπιμο να αναφερθούμε συ-
νοπτικά σε δύο προεκτάσεις των RNNs οι οποίες είναι χρήσιμες και συμβατές με τις αρχιτεκτο-
νικές που θα αναλύσουμε στη συνέχεια. Η πρώτη επέκταση αφορά την χρήση Αμφίδρομων
Αναδρομικών Νευρωνικών Δικτύων (Deep Bidirectional RNNs) και η δεύτερη αφορά την
επαύξηση του πλήθους των κρυφών επιπέδων μέσα στο σώμα του RNN.

Σχήμα 4.4: Αμφίδρομο Αναδρομικό Νευρωνικό Δίκτυο [87]

4.3.2.1 Αμφίδρομα Αναδρομικά Νευρωνικά Δίκτυα (Bidirectional RNNs)

Τα Bidirectional RNNs [46] βασίζονται στην ιδέα του να διατρέξουν την ακολουθία από δύο
κατευθύνσεις: μια από αριστερά προς τα δεξιά και μια από δεξιά προς τα αριστερά. Επαυξά-
νουμε, λοιπόν, την εξίσωση 4.6 ως εξής:
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h⃗t = f(W⃗hh
⃗ht−1 + W⃗xhXt + b⃗h) (4.7)

⃗ht = f( ⃗Whh
⃗ht+1 + ⃗WxhXt + ⃗bh) (4.8)

ht = [h⃗t; ⃗ht] (4.9)
ŷ = g(Uht + c) (4.10)

(4.11)

4.3.2.2 Πολυστρωματικά Αναδρομικά Νευρωνικά Δίκτυα (Multi-layer RNNs)

H ιδέα είναι να επαυξηθεί το βάθος του δικτύου με επιπρόσθετα στρώματα νευρώνων όπου
κάθε στρώμα αντιπροσωπεύει διαφορετικά χαρακτηριστικά της ακολουθίας. Στο σχήμα 4.5,
με κόκκινο χρώμα απεικονίζονται τα word embeddings, με πράσινο τα units του RNN και
με μπλε οι έξοδοι του μοντέλου. Να παρατηρήσουμε πως στο πρώτο layer ως είσοδο στο
μοντέλο έχουμε τα embeddings και την έξοδο του προηγούμενου χρονικά κελιού από το
ίδιο στρώμα (δηλαδή του κελιού στα αριστερά). Στα ψηλότερα στρώματα, συνεχίζουμε να
λαμβάνουμε ως είσοδο την έξοδο του χρονικά προηγούμενου κελιού, λαμβάνουμε, όμως, και
ως είσοδο την έξοδο του κελιού που αντιστοιχεί στην ίδια χρονική στιγμή αλλά στο ακριβώς
κατώτερο στρώμα. Για την χρονική στιγμή t = 0, ισχύει ό,τι ισχύει και στην απλή περίπτωση
RNN, όπου είτε εισάγουμε μια τυχαία τιμή είτε βάζουμε κάποια συγκεκριμένη.

Σχήμα 4.5: Multi-layer RNN

Στη συνέχεια, καταγράφονται και οι εξισώσεις που ικανοποιούν την γενική περίπτωση, αυτή
που έχουμε πολλά στρώματα και αμφίδρομο RNN.
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h⃗t
(0)

= f(W⃗hh
(0) ⃗ht−1

(0)
+ W⃗xh

(0)
Xt + b⃗h

(0)
) (4.12)

⃗ht
(0) = f( ⃗Whh

(0) ⃗ht+1
(0) + ⃗Wxh

(0)Xt + ⃗bh
(0)) (4.13)

h⃗t
(i)

= f(W⃗hh(i) ⃗ht−1
(i)

+ W⃗xh(i)h
()i−1)
t + b⃗h

(i)
), 1 ≤ i ≤ L (4.14)

⃗ht
(i) = f( ⃗Whh

(i) ⃗
h
(i)
t+1 +

⃗Wxh
(i)h

(i−1)
t + ⃗bh

(i)), 1 ≤ i ≤ L (4.15)

ht = [h⃗t
(L)

; ⃗ht
(L)] (4.16)

ŷ = g(Uht + c) (4.17)

Οι παρενθέσεις πάνω από κάθε μεταβλητή δηλώνει το στρώμα της μεταβλητής. Επιπλέον, με
L συμβολίζουμε τον αριθμό των στρωμάτων.

4.4 Gated Recurrent Units (GRUs)

Προς βελτίωση των προβλημάτων που δημιουργούνται στα RNNs προτάθηκε το δομικό στοι-
χείο Gated Recurrent Unit (GRU) όπου επιδιώκει να βελτιώσει την μνήμη του μοντέλου και
να καταφέρει να διατηρήσει συσχετίσεις λέξεων που είναι απομακρυσμένες σε μια ακολου-
θία. Χρησιμοποιούνται, για τον σκοπό αυτό, κάποιες πύλες όπως περιγράφουν οι παρακάτω
εξισώσεις.

zt = (W (z)xt + U (z)ht−1) (Update Gate) (4.18)
rt = (W (r)xt + U (r)ht−1) (Reset Gate) (4.19)
h̃t = tanh(rt ◦ Uht−1 +Wxt) (New Memory) (4.20)
ht = (1− zt) ◦ h̃t + zt ◦ ht−1 (Hidden State) (4.21)

Οι διαφορετικές πύλες εξυπηρετούν και διαφορετικούς σκοπούς. Το zt όπως βλέπουμε από την
εξίσωση 4.21 καθορίζει πόσο πολύ το μοντέλο θα χρησιμοποιήσει την παλιά κρυφή κατάσταση
και πόσο πολύ θα εστιάσει στην δημιουργία νέας μνήμης h̃t. To reset gate 4.19 είναι υπεύθυνο
να διαγράψει την παλιότερη μνήμη αν αυτή δεν χρειάζεται πλέον.

4.5 Αξιολόγηση ΓλωσσικώνΜοντέλων - Σύγχυση (Perplexity)

Υπάρχει μια ευρεία γκάμα επιλογών ως προς τις μετρικές των Γλωσσικών Μοντέλων. Η
πιο συνηθισμένη μετρική προέρχεται από την θεωρία της πληροφορίας, ονομάζεται Σύγχυση
(Perplexity) και αποτελεί μια εκθετική συνάρτηση της εντροπίας. Ένα καλό γλωσσικό μο-
ντέλο μπορεί να καταφέρει να προβλέπει με επιτυχία μια ακολουθία που δεν έχει ξαναδεί. Μι-
κρή εντροπία, λοιπόν, είναι προτιμότερη από μεγάλη εντροπία αφού αποτελέσματα τα οποία
μπορούμε να προβλέψουμε είναι πιο επιθυμητά από αποτελέσματα που είναι χαοτικά και τυχαία
(με μεγαλύτερη εντροπία).

Ορίζουμε, λοιπόν, μαθηματικά την έννοια της Σύγχυσης (Perplexity).

Perplexity = 2−
1
2

∑n
i=1 log2LM(wi|w1:−1) , όπου (4.22)
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n είναι το πλήθος των λέξεων ενός εγγράφου και LM είναι το Γλωσσικό μας Μοντέλο. Εν
κατακλείδι, επιθυμούμε μικρές τιμές σύγχυσης έναντι μεγάλων τιμών.

4.6 Long-Short-Term Memories (LSTMs)

Τα LSTMs [38] αποτελούν μια δημοφιλή εκδοχή των RNNs γιατί μετριάζουν πολλά από τα
προβλήματα που έχουν προαναφερθεί. Αν και η φιλοσοφία είναι παρόμοια με αυτή των GRUs,
η αρχιτεκτονική διαφέρει αρκετά.

it = (W (i)xt + U (i)ht−1) (Input Gate) (4.23)
ft = (W (f)xt + U (f)ht−1) (Forget Gate) (4.24)
ot = (W (o)xt + U (o)ht−1) (Output/Exposure Gate) (4.25)
c̃t = tanh(W (c)xt + U (c)ht−1) (New Memory cell) (4.26)
ht = ft ◦ ct−1 + it ◦ c̃t (Final Memory cell) (4.27)
ht = ot ◦ tanh(ct) (4.28)

Σχήμα 4.6: Long Short Term Memory (LSTM) [88]

4.7 Transformers

Προκειμένου να περιγραφούν τα μοντέλα που χρησιμοποιήθηκαν (GPT-2 [99] και BERT [23]),
κρίνεται αναγκαίο να πραγματοποιηθεί μια γενική εισαγωγή στους Transformers [125] διότι
αυτοί αποτελούν την βάση των μοντέλων αυτών. Η μελέτη αυτή είναι βασισμένη στην περι-
γραφή του Jay Allamar [2]. Τα έως τότε δημοφιλή μοντέλα ήταν βασισμένα στην αναδρομή
(recursion) ή στις συνελίξεις (convolutions) και συνέδεαν τον Κωδικοποιητή με τον Απο-
κωδικοποιητή μέσω ενός Μηχανισμού Προσοχής (Attention Mechanism). Oι Transformers
βασίζονται εξ' ολοκλήρου στον Μηχανισμό αυτό και οδηγούν σε αποδοτικότερες υλοποιή-
σεις και επιτρέπουν την παραλληλοποίηση των υπολογισμών μειώνοντας δραματικά τον χρόνο
εκπαίδευσης. Οι Transformers εστίασαν στην επίλυση προβλημάτων αυτόματης μετάφρασης
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(Machine Translation) και η αρχιτεκτονική τους εξηγεί το γεγονός αυτό αφού ο κωδικοποι-
ητής, κωδικοποιεί την πληροφορία από μία γλώσσα σε κάποια ενδιάμεση αναπαράσταση, η
οποία εισάγεται στον Αποκωδικοποιητή και παράγεται το αποτέλεσμα σε μία άλλη γλώσσα.
Η αρχιτεκτονική αυτή, φυσικά, με ορισμένες τροποποιήσεις μπορεί να εφαρμοστεί σε μια
ευρεία γκάμα προβλημάτων. Όπως απεικονίζεται και στην Εικόνα 4.7 ένας transformer απο-

Σχήμα 4.7: Η γενική δομή ενός Transformer [2]

τελείται από ένα σύνολο 6 κωδικοποιητών που συνδέεται με ένα άλλο σύνολο 6 αποκωδικο-
ποιητών. Ο αριθμός αυτός αποτελεί αρχιτεκτονική παρέμβαση των ερευνητών. Το σύνολο
των κωδικοποιητών όπως και το σύνολο των αποκωδικοποιητών αποτελείται αντίστοιχα από
συστήματα τα οποία είναι πανομοιότητα αλλά φυσικά φέρουν διαφορετικές τιμές βαρών. Οι
κωδικοποιητές και οι αποκωδικοποιητές δέχονται εισόδους από τα κατώτερα στρώματα και
τις μεταφέρουν στα ανώτερα. Κάθε κωδικοποιητής αποτελείται από δύο υποσυστήματα. Το
πρώτο είναι ένα στρώμα Αυτο-Προσοχής (Self-Attention Layer) το οποίο επιτρέπει στον
κωδικοποιητή να συγκρατεί τις εξαρτήσεις που μπορεί να έχει η υπό μελέτη λέξη με τις υπό-
λοιπες λέξεις που υπάρχουν στην πρόταση. Το δεύτερο υποσύστημα είναι ένα Νευρωνικό
Δίκτυο Εμπρόσθιας Διάδοσης (Feed Forward Neural Network). Παρόμοια είναι και η αρ-
χιτεκτονική των αποκωδικοποιητών με την μόνη διαφορά οτι στα δύο υποσυστήματα που
περιγράφηκαν υπάρχει και ένα ενδιάμεσο σε αυτά στρώμα που ονομάζεται Στρώμα Προσοχής
Κωδικοποιητή-Αποκωδικοποιητή (Encoder-Decoder Attention). Με παρόμοιο τρόπο, όπως
είναι αυτός που εμφανίζεται στα Seq2Seq μοντέλα [117], το υποσύστημα αυτό είναι υπεύθυνο
να εντοπίζει και να εστιάζει την προσοχή του σε συγκεκριμένα στοιχεία της εισόδου που
έχει ήδη κωδικοποιηθεί από τον κωδικοποιητή.

Συνεχίζοντας ως προς την υλοποίηση του συστήματος, η είσοδος εισάγεται στον πρώτο
κωδικοποιητή της σωρού 6 κωδικοποιητών που περιγράφηκε προηγουμένως. Όπως έχει ανα-
λυθεί και σε προηγούμενες ενότητες το σύστημα χρειάζεται να λάβει τις λέξεις μέσω κάποιου
διανύσματος λέξεων. Κάθε λέξη, λοιπόν, μετατρέπεται στην κατάλληλη αναπαράσταση και
διασχίζει ένα συγκεκριμένο μονοπάτι για τη λέξη αυτή στο δίκτυο. Το Feed Forward Neural
Network δεν συγκρατεί συσχετίσεις μεταξύ των μονοπατιών αυτών και συνεπώς των λέξεων.
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Αυτό υποδηλώνει οτι οι ροές των μονοπατιών στο σύστημα αυτό μπορούν να παραλληλο-
ποιηθούν. Το σύστημα το οποίο είναι υπεύθυνο για τις συσχετίσεις μεταξύ των λέξεων της
πρότασης είναι το σύστημα Self-Attention.

Ο υπολογισμός των εξόδων του Self-Attention συστήματος γίνεται ουσιαστικά σε 2 βασικά
βήματα. Το πρώτο βήμα αφορά τη δημιουργία τριών (3) διανυσμάτων από τα διανύσματα λέ-
ξεων της πρότασης. Συγκεκριμένα, χρειάζεται να δημιουργηθεί το Query, Key και Value
διάνυσμα. Αυτά τα διανύσματα, μεγέθους 64, πολύ μικρότερου δηλαδή από τις διαστάσεις
(512) των κρυφών διανυσμάτων, ουσιαστικά προκύπτουν από τον πολλαπλασιασμό των δια-
νυσμάτων εισόδου με συγκεκριμένους πίνακες, οι παράμετροι των οποίων βελτιστοποιούνται
κατά τη διαδικασία της εκπαίδευσης. Φυσικά, το μέγεθος αποτελεί αρχιτεκτονική επιλογή
αλλά εκτιμάται οτι σε αυτό το μέγεθος είναι δυνατό να υπάρξει μια σταθερή αναπαράσταση
ικανή να συγκεντρώσει όλη την πληροφορία μεταξύ των εξαρτήσεων των λέξεων της πρότα-
σης. Ακολουθεί και ένα παράδειγμα, όπως αναλύεται στο [2], προκειμένου να γίνει πλήρως
σαφής η λειτουργία του μηχανισμού Self-Attention που αποτελεί ιδιαίτερα σπουδαία ιδέα και
στις μετέπειτα εξελίξεις των μοντέλων.

Έστω οτι ως είσοδο εισάγουμε την πρόταση "thinking machines". Αυτή η πρόταση απαρτί-
ζεται από τις λέξεις "thinking" και "machines". Κάθε μία από τις λέξεις αυτές αντιστοιχεί
σε ένα διάνυσμα λέξης το οποίο συμβολίζουμε ως x1 και x2 αντίστοιχα. Για κάθε λέξη δη-
μιουργούμε τα τρία διανύσματα που προαναφέρθηκαν, q1, k1, v1 και q2, k2, v2, με τη χρήση των
πινάκων WQ, WK και W V , όπου τα Q, K και V αντιστοιχούν στις λέξεις Query, Key και
Value αντίστοιχα. Για κάθε λέξη, έστω οτι τώρα εστιάζουμε στην λέξη "thinking", πρέπει να
υπολογίσουμε μια τιμή score, η οποία υποδηλώνει πόσο πολύ θα πρέπει το σύστημα να δώσει
προσοχή και σε άλλες λέξεις της πρότασης καθώς κωδικοποιούμε την είσοδο. Συγκεκριμένα,
επειδή έχουμε δύο λέξεις θα προκύψουν και δύο τιμές: Scorethinking−thinking = q1 ∗ k1 και
Scorethinking−machines = q1 ∗ k2. Στη συνέχεια διαιρούνται οι τιμές αυτές με

√
dk, όπου το

dk αντιστοιχεί στις διαστάσεις του διανύσματος ki. H διαίρεση αυτή αποσκοπεί σε πιο στα-
θερές παραγώγους και φυσικά η επιλογή του παρονομαστή αποτελεί επιλογή του ερευνητή.
Το αποτέλεσμα της διαίρεσης, διέρχεται από μια Softmax όπου γίνεται κανονικοποίηση και
τα αποτελέσματα είναι θετικοί αριθμοί που αθροίζουν στην μονάδα. Έτσι, για παράδειγμα
αν το αποτέλεσμα των πράξεων στην λέξη "thinking" είναι 0.88 για τη λέξη "thinking" και
0.12 για τη λέξη "machines", αυτό σημαίνει οτι στη θέση αυτή η λέξη "thinking" παίζει το
σπουδαιότερο ρόλο κατά 88% και η λέξη machines συνεισφέρει κατά 12%. Είναι προφανές
οτι μετά την εκμάθηση το μεγαλύτερο ποσοστό softmax θα αντιστοιχεί στην ίδια λέξη που
μελετάμε αλλά μπορούμε να έχουμε εικόνα και σχετικά με τα ποσοστά των άλλων λέξεων της
πρότασης σε σχέση με την υπό μελέτη λέξη. Τέλος, πολλαπλασιάζοντας τα ποσοστά αυτά με
τις τιμές v1 και v2 αντίστοιχα, προκύπτουν οι έξοδοι z1 και z2 που αποτελούν τις εξόδους
του συστήματος self-attention μόνο για την λέξη "thinking".

Συνήθης πρακτική είναι και η εισαγωγή multi-headed attention. Συγκεκριμένα, οι Transformers
που εισάγονται στην εργασία [125] έχουν 8 attention heads που ουσιαστικά αυτό που ση-
μαίνει είναι οτι προκύπτουν 8 διαφορετικά σετ πινάκων WQ, WK και W V για κάθε Self-
Attention υποσύστημα κάθε κωδικοποιητή και κάθε αποκωδικοποιητή. Οι παράμετροι προς
βελτιστοποίηση, λοιπόν, αυξάνονται αισθητά αλλά αυτή η τεχνική αποσκοπεί στη βελτίωση
της απόδοσης αφού το μοντέλο μπορεί να εστιάσει καλύτερα σε διαφορετικά σημεία της πρό-
τασης και τα διαφορετικά heads μπορεί να προσδίδουν και διαφορετική μορφή προσοχής που
θα εστιάζει το μοντέλο. Μπορούν, δηλαδή, να προκύψουν πολλαπλοί υποχώροι αναπαράστα-
σης (representation subspaces). Το Feed Forward Neural Network αναμένει διαφορετικό
μέγεθος εισόδου από αυτό που προκύπτει από την εφαρμογή των υπολογισμών που αναφερ-
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θήκαμε. Έτσι, αφού συνδέσουμε όλα τα αποτελέσματα σε έναν πίνακα, πολλαπλασιάζουμε
τον πίνακα αυτόν με έναν άλλο πίνακα WO, οι παράμετροι του οποίου βελτιστοποιούνται κατά
τη διαδικασία της εκμάθησης. Τέλος, το αποτέλεσμα της πράξης αυτής διέρχεται στο Feed
Forward Neural Network.

Παρατηρώντας τις υλοποιήσεις αυτές, είναι εύλογο να συμπεράνει κανείς πως οι Transformers
δεν λαμβάνουν υπόψη τους την σειριακή ακολουθία που πραγματικά εμφανίζεται σε μια πρό-
ταση. Για αυτό τον λόγο, χρειάζεται να εισαχθούν και κάποια διανύσματα τα οποία θα προσ-
δίδουν στο σύστημα την αίσθηση της "σειράς" που υπάρχει στην πρόταση. Τα διανύσματα
αυτά καλούνται positional embeddings. Η δημιουργία των positional embeddings βασίζεται
σε κάποιο συγκεκριμένο πρότυπο (pattern), το οποίο καλείται να μάθει το σύστημα κατά
τη διαδικασία της εκπαίδευσης και αυτό το πρότυπο ουσιαστικά υποδηλώνει την "σειρά" τον
λέξεων. Αυτά τα embeddings προστίθενται με τα αντίστοιχα διανύσματα λέξεων και ουσια-
στικά αυτό που αναμένουμε από την πρόσθεση αυτή είναι εν τέλει να δίνουμε στο σύστημα
τα διανύσματα λέξεων με χρονικά χαρακτηριστικά.

Σχήμα 4.8: Η ειδική δομή ενός Transformer [125]

Για λόγους απλότητας παραλείφθηκε και ένα σύστημα το οποίο είναι εξαιρετικά σημαντικό
και προτείνεται στη δημοσίευση των transformers [125] και αυτό το σύστημα αφορά το "Add
and Norm" σύστημα (True Residuals), όπως παρατηρείται στην Εικόνα 4.8. Επιπλέον, η
έξοδος του τελευταίου Κωδικοποιητή μεταφράζεται σε ένα σύνολο από διανύσματα προσοχής
(attention vectors): K και V . H πολύ σημαντική διαφορά του Self-Attention συστήματος
στην οποία αξίζει να δοθεί έμφαση για την ακόλουθη μελέτη συγκεκριμένων Transformers
είναι οτι το Self-Attention σύστημα του Αποκωδικοποιητή, σε αντίθεση με αυτό του Κωδικο-
ποιητή, δεν μπορεί να λάβει πληροφορία για τις λέξεις όλης της πρότασης και συγκεκριμένα για
τις λέξεις που έπονται από την στιγμή που ο αποκωδικοποιητής παράγει τις λέξεις βήμα-βήμα,
μία λέξη τη φορά.
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4.7.1 Ορισμός Self-Attention

Ιδιαίτερη έμφαση αξίζει να δοθεί στο κομμάτι του Self-Attention, το οποίο απαρτίζεται από
τρία διαφορετικά είδη διανυσμάτων Query (Q), Key (K) και Value (V) Vectors και περιγρά-
φεται όπως έχουμε αναφέρει από την εξίσωση

Attention(Q,K, V ) = softmax(
QKT

√
dk

)V (4.29)

όπου το 1√
dk

αποτελεί ένα παράγοντα κλιμάκωσης.

4.7.2 Πλεονεκτήματα Μεταφοράς Μάθησης (Transfer Learning)

Σε αυτό το σημείο κρίνεται σκόπιμο να συμπυκνωθούν τα πλεονεκτήματα που προσφέρουν
οι Τεχνικές Μεταφοράς Μάθησης. Το πρώτο σημαντικό πλεονέκτημα σχετίζεται με την τα-
χύτερη ανάπτυξη και υλοποίηση εφαρμογών που χρησιμοποιούν κάποιο προ-εκπαιδευμένο
μοντέλο. Τα προ-εκπαιδευμένα μοντέλα είναι από μόνα τους ήδη σε θέση να ανιχνεύσουν
γλωσσικά χαρακτηριστικά (features) λόγω της εκμάθησής τους και ως αποτέλεσμα ο μη-
χανικός ή προγραμματιστής το μόνο που πρέπει να κάνει είναι να τα συνδυάσει με άλλα
μικρά δίκτυα και να προσαρμόσει το σύστημα έτσι ώστε να βελτιστοποιηθεί σε κάποιο συ-
γκεκριμένο πρόβλημα. Λόγω της υπολογιστικά, χρονικά και συνεπώς οικονομικά δαπανηρής
διαδικασίας εκμάθησης πάνω σε τεράστιο όγκο κειμένων, το σύστημα που προκύπτει απαιτεί
σαφώς λιγότερα δεδομένα και σημαντικά λιγότερο χρόνο και υπολογιστική ισχύ. Το σημα-
ντικό, όμως, πλεονέκτημα που καθιστά δημοφιλείς τις τεχνικές αυτές είναι τα εξαιρετικά
καλύτερα αποτελέσματα που προκύπτουν με μικρές τροποποιήσεις ανάλογα με υπό μελέτη
πρόβλημα. Επιπλέον, αξίζει να σημειωθεί πως αν για διαφορετικά προβλήματα απαιτείται η αλ-
λαγή ενός μικρού υποδικτύου που ενσωματώνεται πάνω στο προεκπαιδευμένο μοντέλο, αυτό
καθιστά αυτές τις τεχνικές αρχιτεκτονικά "διαυγείς" και συνεπώς πιο κατανοητές, υλοποι-
ήσιμες και επεκτάσιμες. Εν κατακλείδι, αυτό που προτάθηκε είναι η ύπαρξη ενός μοντέλου
το οποίο αντιλαμβάνεται βασικά χαρακτηριστικά της γλώσσας ανεξαρτήτως προβλήματος και
έτσι δεν χρειάζεται κάθε σύστημα που θέλουμε να επιλύσει κάποιο πρόβλημα να δαπανά ώρες
εκμάθησης για να μάθει τα βασικά γλωσσικά χαρακτηριστικά των κειμένων προτού βελτιστο-
ποιηθεί σε κάποιο συγκεκριμένο πρόβλημα που έχουμε υποδείξει. Η στροφή αυτή ταυτίζεται
και με αυτή που έχει γίνει τα τελευταία χρόνια στο πεδίο της μηχανικής όρασης όπου χρησιμο-
ποιούνται μεγάλα προ-εκπαιδευμένα μοντέλα που έχουν ήδη μάθει να διαχωρίζουν τα βασικά
"συστατικά" μιας εικόνας, όπως είναι οι ευθείες ή οι γωνίες [104].

4.7.3 Ιστορική Αναδρομή

Προτού μεταβούμε στον τρόπο υλοποίησης και χρήσης του BERT στο πρόβλημα ταξινόμησης
κειμένου ενδείκνυται μια σύντομη ανακεφαλαίωση που αφορά τα υπάρχοντα μοντέλα δίνοντας
έμφαση στις διανυσματικές αναπαραστάσεις που χρησιμοποιούνται. Όπως έχει αναλυθεί σε
προηγούμενη ενότητα, υπήρχε η τάση να γίνεται ευρεία χρήση του Word2Vec [77] και του
Glove [93]. Το αποτέλεσμα αυτών των τεχνικών για κάθε λέξη αποδίδει ένα συγκεκριμένου
μήκους διάνυσμα που περιέχει συγκεκριμένες τιμές ανεξαρτήτως περιεχομένου (context) της
πρότασης που βρίσκεται η υπό ανάλυση λέξη. Παρόλα αυτά, μια λέξη μπορεί να φέρει διαφο-
ρετική σημασία ανάλογα με το περιεχόμενο που βρίσκεται, δηλαδή ανάλογα με τις υπόλοιπες
λέξεις με τις οποίες εμφανίζεται σε μια πρόταση. Έχοντας ως γνώμονα αυτή την πεποίθηση,
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επιδιώχθηκε να προσδοθεί μια διανυσματική αναπαράσταση σε μια λέξη ανάλογα με το περι-
βάλλον στο οποίο συναντάται (contextualized word embeddings) [94] [74] [95] . Έτσι, το
ELMo αντί να προσδίδει μια σταθερή διανυσματική αναπαράσταση σε κάθε λέξη, βασιζόμενο
στο πρόβλημα της Γλωσσικής Μοντελοποίησης και στη χρήση LSTMs, διατρέχει ολόκληρη
την πρόταση και από τις δύο κατευθύνσεις, απο δεξιά προς τα αριστερά και αντιστρόφως, και
η έξοδος του μοντέλου αποδίδεται ως διανυσματική αναπαράσταση στην οποία εγκολπώνεται
και όλη η πληροφορία που προκύπτει από το περιβάλλον, την πρόταση δηλαδή στην οποία αυτή
η λέξη εντοπίζεται. Έπειτα, το ULMFiT [40], εκτός από ένα γλωσσικό μοντέλο, εισήγαγε
και μια διαδικασία για το πώς θα μπορούσε το μοντέλο αυτό αποδοτικά να βελτιστοποιηθεί
μετέπειτα σε κάποιο συγκεκριμένο πρόβλημα.

Στη συνέχεια, δημοσιεύθηκαν οι Transformers που μεταξύ άλλων πλεονεκτημάτων χειρί-
ζονται καλύτερα τις μεγάλες χρονικές συσχετίσεις μεταξύ των λέξεων σε σύγκριση με τα
LSTMs προτείνοντας μια ιδανική αρχιτεκτονική για την επίλυση προβλημάτων Αυτόματης Με-
τάφρασης (Machine Translation) αφού αποτελούνται από ένα δίπολο Κωδικοποιητή (Encoder)
και Αποκωδικοποιητή (Decoder). Έπειτα, προέκυψε η ιδέα να μην χρησιμοποιηθεί και ο Κω-
δικοποιητής και ο Αποκωδικοποιητής στην ίδια αρχιτεκτονική. Σε αυτή την φιλοσοφία, η
OpenAI αποφάσισε να χρησιμοποιήσει ένα μοντέλο το οποίο είναι βασισμένο σε πολλά (12)
υποσυστήματα Αποκωδικοποιητών (Decoders) τα οποία τοποθετούνται σειριακά το ένα πάνω
στο άλλο και επιλύουν προβλήματα γλωσσικής μοντελοποίησης αλλά και άλλα προβλήματα
ανάλογα με τον χειρισμό της εξόδου από το μοντέλο.

Το μοντέλο αυτό της OpenAI, είναι ένα forward γλωσσικό μοντέλο που σημαίνει οτι δεν
λαμβάνει συσχετίσεις μεταξύ άλλων λέξεων στην πρόταση και από τις δύο κατευθύνσεις (και
συγκεκριμένα από δεξιά προς τα αριστερά) όπως επιτυγχανόταν με τα Bi-LSTMs του ELMo.
Για τον λόγο αυτό και χρησιμοποιώντας αυτή τη φορά μόνο Κωδικοποιητές (Encoders), η
Google εισήγαγε το BERT. Παρόλα αυτά, όπως έχει αναλυθεί σε προηγούμενη ενότητα η
γλωσσική μοντελοποίηση δεν λαμβάνει πληροφορία από λέξεις που εμφανίζονται μετά από
την λέξη που μελετάμε. Για τον λόγο αυτό, η εκμάθηση πραγματοποιήθηκε με τεχνικές
όπου "έκρυβαν" κάποιες λέξεις (masked language models). Επίσης, κατά την εκμάθηση
του μοντέλου αυτό σε δεύτερο στάδιο έπρεπε να προβλέψει, δεδομένων δύο προτάσεων, την
πιθανότητα η πρόταση Β να έπεται της πρότασης Α.

4.7.4 BERT

Το 2018, αποτέλεσε μια σημαντική χρονιά για την κοινότητα της Φυσικής Επεξεργασίας
Γλώσσας (NLP) από τη στιγμή που δημοσιεύθηκαν τα μοντέλα ELMo της Allen AI [95],
Open-GPT της OpenAI [98] και BERT της Google [23]. Έκτοτε άρχισε να δίνεται ιδιαίτερη
έμφαση στις Τεχνικές Μεταφοράς Μάθησης και η χρήση τους να αποκτά ευρύ φάσμα εφαρ-
μογών διότι με ελάχιστο χρόνο, κόπο, δεδομένα και υπολογιστική ισχύ, οι ερευνητές του
κλάδου μπόρεσαν να επιτύχουν εμφανώς καλύτερα αποτελέσματα από τα υπάρχοντα σε πλη-
θώρα εφαρμογών. Η μόνη διαφοροποίηση έγκειται στο γεγονός οτι πρέπει να χρησιμοποιηθεί
ένα προ-εκπαιδευμένο μοντέλο, να προσαρμοστεί και να βελτιστοποιηθεί (finetuning), σε πολ-
λές περιπτώσεις μαζί με ένα μικρό υποδίκτυο, για την επίλυση μιας συγκεκριμένη εργασίας
(task).

Το BERT (Bidirectional Encoder Representations from Transformers) [23] είναι βασισμένο
σε αρκετές δεσπόζουσες ιδέες της εποχής όπως είναι αυτές της Ημι-επιβλεπόμενης Ακολου-
θιακής Μάθησης (Semi-Supervided Sequence Learning) [18], του ELMo [95], του ULMFiT
[40], του OpenAI Transformer [98] και των Transformers [125]. Συγκεκριμένα, η εκμάθηση
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του BERT υλοποιήθηκε με την ιδέα της ημι-επιβλεπόμενης ακολουθιακής μάθησης πάνω
σε ένα τεράστιο πλήθος κειμένων που προέρχονται από βιβλία και την Wikipedia, μεταξύ
και άλλων πηγών. Το μοντέλο κατά τη διαδικασία της εκμάθησης εστιάζει σε ένα συγκεκρι-
μένο πρόβλημα της γλωσσικής μοντελοποίησης που ονομάζεται masked word prediction. Με
αυτό τον τρόπο, μαθαίνει να ανιχνεύει γλωσσικά πρότυπα και είναι ικανό να επεξεργαστεί εν
συνεχεία γλωσσικά κείμενα.

Εκτός από την εξαγωγή υψηλής ποιότητας γλωσσικών χαρακτηριστικών από ένα κείμενο,
το BERT μαζί με προσθήκες μικρών δικτύων πάνω σε αυτό, μπορεί να χρησιμοποιηθεί για
την επίλυση πληθώρας προβλημάτων ταξινόμησης (classification), αναγνώρισης οντοτήτων
(entity recognition) και ερωταπαντήσεων (question answering). Στη δική μας μελέτη, το
προ-εκπαιδευμένο μοντέλο θα χρησιμοποιηθεί για το πρόβλημα κατηγοριοποίησης κειμένου
όπως θα αναλυθεί στη συνέχεια. Αυτό το πρόβλημα θα μπορούσε να λυθεί και με υπάρχοντα
μοντέλα όπως είναι για παράδειγμα τα CNNs (Convolutional Neural Networks) ή τα Bi-
LSTMs (Bidirectional Long Short Term Memory).

Πέρα από τα προβλήματα που έχουν αναφερθεί οτι μπορεί να επιλύσει το BERT, όπως απει-
κονίζεται βέβαια και από το παρακάτω σχήμα 4.9, το BERT, όπως και το ELMo, μπορεί να
χρησιμοποιηθεί και για την παραγωγή contextualized word embeddings. Σε αυτό το σημείο
να σημειωθεί οτι υπάρχουν δύο εκδοχές του BERT. Η πρώτη είναι το κλασικό μοντέλο (12
Encoder - 768 hidden size) που έχει μέγεθος συγκρίσιμο με αυτό του OpenAI Transformer
και η δεύτερη είναι ένα πολύ μεγαλύτερο μοντέλο (16 Encoder - 1024 hidden size) το οποίο
και οδηγεί σε εμφανώς καλύτερα αποτελέσματα όπως έχει περιγραφεί προηγουμένως.

Σχήμα 4.9: Παραδείγματα Εφαρμογών BERT σε διάφορα Προβλήματα [23]

Όσον αφορά την εφαρμογή του BERT στο πρόβλημα ταξινόμησης κειμένου, χρησιμοποιήθηκε
η βιβλιοθήκη που δημόσια παραχωρείται από την HuggingFace σε PyTorch [42]. Συγκεκρι-
μένα, μια πρώτη υλοποίηση κάνει χρήση του μοντέλου BertForSequenceClassification [44],
όπου αποτελείται από το κλασικό μοντέλο BERT με την διαφορά οτι στην έξοδό του έχει προ-
στεθεί ένα γραμμικό στρώμα νευρώνων για την κατηγοριοποίηση. Κατά την εκμάθηση όλο
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το σύστημα βελτιστοποιείται. Να σημειωθεί οτι επειδή τα μοντέλα αυτά είναι αρκετά μεγάλα,
συνήθως μελετώνται τεχνικές παγώματος-ξεπαγώματος (freezing-unfreezing) συγκεκριμένων
παραμέτρων, προσαρμογή του learning decay ή ακόμα και βελτιστοποίηση ενός υποσυνόλου
των παραμέτρων του συστήματος.

Η πρώτη διαδικασία που πρέπει να πραγματοποιηθεί για την εισαγωγή ενός κειμένου στο
BERT είναι η μετατροπή του κειμένου αυτού σε μια μορφή που το μοντέλο αντιλαμβάνε-
ται και ταυτίζεται με αυτή που έγινε κατά τη διαδικασία της εκμάθησής του. Εκτός από τη
τμηματοποίηση της πρότασης σε συγκεκριμένη μορφή (WordPieces [139]) θα πρέπει να προ-
στεθούν ειδικά tokens και σε κάθε στοιχείο να δοθούν τα κατάλληλα αναγνωριστικά (ids)
που αποτελούν και τους δείκτες του λεξικού. Στο συγκεκριμένο παράδειγμα της κατηγοριο-
ποίησης κειμένου (text classification) απαιτείται η πρόταση να αρχίζει με το token [CLS]
που υποδηλώνει την ταξινόμηση (Classification) και να τελειώνει με το token [SEP ]. Όλες
οι προτάσεις θα πρέπει να γίνουν padded ή truncated σε ένα συγκεκριμένο προκαθορισμένο
μήκος, το οποίο επηρεάζει και την υπολογιστική και χρονική απόδοση του συστήματος και
το μέγιστο μήκος ακολουθίας που μπορεί να δεχθεί ως είσοδο το σύστημα είναι 512 tokens.
Επιπλέον, το σύστημα αναμένει και μια μάσκα προσοχής (attention mask) που υποδηλώνει
ποια στοιχεία της εισόδου αντιστοιχούν σε ουσιαστική πληροφορία και ποια θα πρέπει να
αγνοήσει το σύστημα λόγω του padding. Σε κάθε μία από τις 512 εξόδους του κλασικού
συστήματος προκύπτει ένα διάνυσμα 768 τιμών. Το πρώτο διάνυσμα που αντιστοιχεί και
στο πρώτο token, δηλαδή στο [CLS] είναι και αυτό που χρησιμοποιείται συνήθως για την
ταξινόμηση.

Έστω οτι έχουμε το παραπάνω παράδειγμα και το μέγιστο μήκος ακολουθίας που θα δεχόταν
το μοντέλο είναι 8. Η πρόταση "I like to draw" αποτελείται από 4 λέξεις. Στην αρχή και στο
τέλος της πρότασης θα πρέπει να προστεθούν τα ειδικά tokens [CLS] και [SEP ] αντίστοιχα
και συνεπώς θα αποτελείται η πρόταση από 6 στοιχεία. Έστω, οτι ο BertTokenizer [43]
κατά την τμηματοποίηση θα σπάσει την πρόταση σε 6 στοιχεία. Επειδή το μέγιστο μήκος
ακολουθίας είναι 8 και κάθε είσοδος θα πρέπει αναγκαστικά να φέρει αυτό το μήκος χρειάζεται
να προστεθούν 8− 6 = 2 επιπλέον [PAD] tokens. Αυτά τα tokens που προστέθηκαν δεν θα
πρέπει να ληφθούν υπόψη από το σύστημα. Για τον λόγο αυτό χρησιμοποιείται μια Μάσκα
Προσοχής (Attention Mask) η οποία αποτελείται από 1 στις θέσεις των στοιχείων που θα
πρέπει να δοθεί προσοχή και σε 0 στις θέσεις των στοιχείων όπου το σύστημα θα πρέπει να
αγνοήσει. Συνεπώς, η μάσκα μήκους 8 θα αποτελείται από 6 άσσους στις πρώτες 6 θέσεις
και από 2 μηδενικά στις υπολειπόμενες. Αξιοσημείωτο να αναφερθεί είναι οτι οι ερευνητές
που δημοσίευσαν το μοντέλο αυτό δίνουν και κάποιες προτάσεις σχετικά με τις παραμέτρους
προς βελτιστοποίηση.

4.7.5 GPT-2

Το παρόν υποκεφάλαιο είναι βασισμένο στη δομή του [3]. To OpenAI GPT-2 [99] δεν είναι
καμία καινούρια αρχιτεκτονική. Βασίζεται στους transformers που αποτελούνται μόνο από
ένα σύνολο αποκωδικοποιητών. Η διαφορά είναι οτι το μέγεθος του μοντέλου είναι αρκετά
μεγάλο και η εκμάθηση έγινε σε εξίσου αρκετά μεγάλο σετ δεδομένων. Συγκεκριμένα, τα
δεδομένα αυτά, WebText, έχουν μέγεθος 40GB και το η μικρότερη εκδοχή του μοντέλου
απαιτεί χωρητικότητα 500MBs για την αποθήκευση των 117 εκατομμυρίων παραμέτρων του.
Να σημειωθεί πως η μεγαλύτερη έκδοση του μοντέλου έχει 1,542 εκατομμύρια παραμέτρους.
Η διαφορά του με την αρχιτεκτονική του BERT είναι οτι βασίζεται μόνο σε decoders αντί
για encoders. Ανάλογα με το μέγεθος της εκάστοτε έκδοσης του GPT-2 έχουμε και διαφο-



58 Κεφάλαιο 4. Γλωσσικά Μοντέλα (Language Models)

Σχήμα 4.10: Πρακτική Εφαρμογή BERT στο Πρόβλημα της Ταξινόμησης [75]

ρετικό αριθμό από decoders. Συγκεκριμένα, η μικρή, μεσαία, μεγάλη και πολύ μεγάλη έκδοση
αποτελείται από 12, 24, 36 και 48 decoders.

To GPT-2 λειτουργεί ως ένα παραδοσιακό Γλωσσικό Μοντέλο όπου δεδομένης μια ακολου-
θίας λέξεων προσπαθεί να προβλέψει την επόμενη λέξη. Η έξοδος που παράγεται εισάγεται
μαζί με τις προηγούμενες λέξεις στο μοντέλο προκειμένου να παραχθεί μια νέα έξοδος. Η
διαδικασία αυτή συνεχίζεται έως ότου παραχθεί ένα ειδικό token που υποδηλώνει τον τερμα-
τισμό της πρότασης. Αυτό το χαρακτηριστικό των μοντέλων που χρησιμοποιούν την έξοδο
ως είσοδο για να την παραγωγή μιας νέας εξόδου, το έχουμε συναντήσει στα Ακολουθιακά
Νευρωνικά Δίκτυα (RNNs). Τα μοντέλα που χρησιμοποιούν αυτή την ιδιότητα συνήθως κα-
λούνται "auto-regressive" μοντέλα. Για παράδειγμα, μοντέλα όπως το BERT δεν ανήκουν σε
αυτή την κατηγορία. Γνωστοί transformers που έχουν την ίδια φιλοσοφία με το GPT-2 είναι
οι TransformersXL [19] και XLNet [141].

Εκτός από τις ουσιαστικές δομικές διαφορές μεταξύ του BERT και του GPT-2, συναντάμε και
άλλες που αφορούν το masking του self-attention. Συγκεκριμένα, το GPT-2 δεν χρησιμοποιεί
απλά ένα [MASK] για τις επόμενες λέξεις της ακολουθίας που δεν θα πρέπει να λάβει υπόψη
του το μοντέλο τη δεδομένη χρονική στιγμή. Αντιθέτως, αλληλεπιδρά με το self-attention
layer με τον τρόπο που απεικονίζεται στην εικόνα 4.11.

Σύμφωνα, λοιπόν, με το [71], οι συγγραφείς αποφάσισαν να εξαλείψουν τα encoder blocks και
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Σχήμα 4.11: ΒΕΡΤ Self-Attention (Αριστερά) και GPT-2 Masked Self-Attention (Δεξιά)
[3]

να χρησιμοποιήσουν μόνο decoder blocks. Στο πρώιμο στάδιο, η ακολουθία εισέρχεται στο
μοντέλο και περνάει μέσα από 6 διαδοχικά decoder blocks. Κάθε decoder block αποτελείται
από ένα Masked Self-Attention και ένα Feed Forward Neural Network όπως απεικονίζεται
στην εικόνα 4.12. Παρόμοια αρχιτεκτονική προτάθηκε και υιοθετήθηκε και στο [1], με την
διαφορά οτι το Γλωσσικό Μοντέλο καλείται να παράγει ένα token τη φορά.

Σχήμα 4.12: Αρχιτεκτονική GPT-2 [3]

Σε αυτό το σημείο να τονίσουμε οτι το GPT-2 μπορεί να δεχτεί ως είσοδο 1024 tokens.
Κάθε token διαπερνά το μοντέλο από ένα δικό του μοναδικό μονοπάτι όπως απεικονίζεται
στο Σχήμα 4.13. Αυτό είναι και ένα εγγενές χαρακτηριστικό των Transformers που τους
έχει κάνει αρκετά δημοφιλείς διότι έτσι μπορούμε να παραλληλοποιήσουμε τους υπολογι-
σμούς. Στην περίπτωση που θελήσει κανείς να χρησιμοποιήσει ένα ήδη εκπαιδευμένο GPT-2
μοντέλο, μπορεί είτε να το αφήσει μόνο του να παράγει προτάσεις (generating unconditional
samples) είτε να χρησιμοποιήσει κάποιο prompt και να του επιτρέψει μετέπειτα να συμπλη-
ρώσει την ακολουθία (generating interactive unconditional samples). To αρχικό token που
χρησιμοποιεί το μοντέλο πριν παράξει οποιαδήποτε ακολουθία είναι το "< |endoftext| >".
Όταν ένα token, λοιπόν, διαπερνά το μοντέλο δημιουργεί κάποιο διάνυσμα από το οποίο επι-
λέγεται η λέξη που θα βγάλει το μοντέλο. Μια λύση είναι να χρησιμοποιηθεί η πιο πιθανή
λέξη από το λεξικό του GPT-2. Παρόλα αυτά, δίνεται η δυνατότητα να παραχθούν λέξεις
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πιο σπάνιες (χρήση beam search ή τεχνικών sampling όπως περιγράφονται και υλοποιούνται
στην ενότητα 7.3.4). Όταν επιλεγεί η κατάλληλη λέξη εισέρχεται ως είσοδος στο μοντέλο.
Το δεύτερο, πλέον, μονοπάτι είναι το μόνο ενεργό στον συγκεκριμένο υπολογισμό. Επηρε-
άζεται από την παλιότερη είσοδο. Όμως, δεν επαναξιολογεί το πρώτο token δεδομένου του
δεύτερου! Στη συνέχεια, περιγράφουμε τα υπομέρη του μοντέλου με μεγαλύτερη λεπτομέρεια.

Όπως έχουμε αναλύσει στο Κεφάλαιο 3, κάθε μοντέλο δέχεται ως είσοδο διανύσματα λέξεων.
Ανάλογα με το μέγεθος της εκάστοτε έκδοσης του GPT-2 μοντέλου, έχουμε και διαφορε-
τικά μεγέθη διανυσμάτων λέξεων. Συγκεκριμένα, το μικρό, μεσαίο, μεγάλο και πολύ μεγάλο
μοντέλο δέχεται διανύσματα λέξεων μήκους 768, 1024, 1280 και 1600 αντίστοιχα. Επιπλέον,
από το Κεφάλαιο 4.7 γνωρίζουμε οτι οι transformers δεν αποθηκεύουν κάποια χρονική και
χωρική συσχέτιση των λέξεων. Για τον λόγο αυτό, δημιουργούνται και οι κατάλληλες χωρι-
κές αναπαραστάσεις (positional embeddings) τα οποία έχουν μέγεθος όσο και το μέγεθος
των διανυσμάτων λέξεων και προσδίδουν την αίσθηση οργάνωσης της χρονικής ακολουθίας
μεταξύ των εισόδων. Η είσοδος, λοιπόν, του μοντέλου είναι το αποτέλεσμα του αθροίσματος
του διανύσματος λέξεων με το το χωρικό διάνυσμα.

Σχήμα 4.13: Λειτουργία μικρού μοντέλου GPT-2 [3]

Κάθε block, δηλαδή κάθε decoder, είναι ομοιόμορφο ως προς την αρχιτεκτονική του, αποτε-
λείται δηλαδή από ένα Masked Self-Attention block και ένα Feed Forward Neural Network.
Η διαφορά στα blocks εμφανίζεται στα βάρη αυτών τα οποία είναι προφανώς διαφορετικά. Πα-
ρατηρούμε, λοιπόν, πως από τα δύο υπομέρη ενός αποκωδικοποιητή το Masked Self-Attention
προσπαθεί να συμπεριλάβει το περιεχόμενο της ακολουθίας μέχρι την χρονική στιγμή που
μελετάμε. H έξοδος που προκύπτει από το GPT-2 πολλαπλασιάζεται εν τέλει με τον Πίνακα
Διανυσμάτων Λέξεων και για κάθε λέξη του λεξικού προκύπτει μια τιμή-βαθμολογία. Η επι-
λογή της κατάλληλης λέξης μπορεί να γίνει με ποικίλους τρόπους. Το απλούστερο σενάριο
είναι η επιλογή της λέξης με τη μεγαλύτερη βαθμολογία (top k = 1). Υπάρχουν, όμως, και
άλλες τεχνικές όπως αναλύονται στην ενότητα 7.3.4.
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4.8 Σύνοψη

Με το Κεφάλαιο αυτό ολοκληρώνεται η εισαγωγή στο θεωρητικό υπόβαθρο της Επεξεργα-
σίας Φυσικής Γλώσσας. Πραγματοποιήθηκε μια περιγραφή τόσο των παραδοσιακών τεχνικών
όσο και των πιο σύγχρονων μοντέλων που συναντώνται στις ερευνητικές και βιομηχανικές
εφαρμογές. Στο επόμενο κεφάλαιο, πραγματοποιείται μια εισαγωγή στην Ενισχυτική Μάθηση
που είναι αναγκαία για τις υλοποιήσεις που παρουσιάζονται στη συνέχεια της διπλωματικής
εργασίας και με αυτόν τον τρόπο θα κλείσει το μέρος των Εισαγωγικών Εννοιών.





Κεφάλαιο 5

Ενισχυτική Μάθηση
(Reinforcement Learning)

Στο Κεφάλαιο αυτό, πραγματοποιείται μια εισαγωγή στην Ενισχυτική Μάθηση (Reinforcement
Learning) δίνοντας έμφαση στις ιδέες που είναι χρήσιμες για τις υλοποιήσεις που πλαισιώ-
νουν την διπλωματική εργασία. Η εισαγωγή αυτή είναι βασισμένη στο βιβλίο των Sutton και
Barto [118] καθώς επίσης και σε δύο διαδικτυακά μαθήματα από τον David Silver (UCL)
[113] και τον Sergey Levine (Berkeley) [62].

Στην Ενότητα 5.1, παρουσιάζεται το πλαίσιο της Ενισχυτικής Μάθησης μαζί με τις Βασικές
Ορολογίες. Στη συνέχεια, στην Ενότητα 5.2, μελετώνται οι έννοιες της Επιβράβευσης και της
Ανταμοιβής. Στην Ενότητα 5.3, πραγματοποιείται η περιγραφή του προβλήματος μέσω των
Μαρκοβιανών Διαδικασιών Λήψης Αποφάσεων και στην Ενότητα 5.4 κατηγοριοποιούνται τα
διαφορετικά προβλήματα Ενισχυτικής Μάθησης.

5.1 Περιγραφή Προβλήματος και Ορολογίες

Σχήμα 5.1: Γενικό Πλαίσιο Ενισχυτικής Μάθησης

To γενικό πλαίσιο της Ενισχυτικής Μάθησης στην απλούστερη μορφή του απεικονίζεται στο
Σχήμα 5.1. Αυτό περιγράφεται από έναν πράκτορα (agent), ο οποίος ανάλογα με την κα-
τάσταση (state) ή την παρατήρηση (observation), πραγματοποιεί κάποια ενέργεια
(action) και αλληλεπιδρώντας με το περιβάλλον (environment), τού επιστρέφεται μια
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ανταμοιβή (reward) και μια καινούρια κατάσταση ή παρατήρηση. Αν ο πράκτορας λαμβά-
νει την ολοκληρωμένη κατάσταση του περιβάλλοντος ("είναι") τότε χρησιμοποιείται ο όρος
"κατάσταση". Αντιθέτως, αν λαμβάνει μια λειψή ή παραμορφωμένη εικόνα της πραγματικής
κατάστασης ("φαίνεσθαι") τότε συνήθως χρησιμοποιείται ο όρος "παρατήρηση". Συνεπώς,
ένα περιβάλλον μπορεί να είναι πλήρως παρατηρήσιμο (fully observable) ή μερι-
κώς παρατηρήσιμο (partially observable). Στόχος του πράκτορα αλληλεπιδρώντας
με το περιβάλλον του είναι η εύρεση μιας κατάλληλης πολιτικής ενεργειών προκειμένου να
μεγιστοποιήσει το άθροισμα των ανταμοιβών που θα λάβει.

Σε αυτό το σημείο, αξίζει να σημειωθεί πως με αυτή τη μέθοδο μάθησης γίνεται η υπόθεση
οτι όλοι οι στόχοι μπορούν να επιτευχθούν μεγιστοποιώντας κάποια προσδοκώμενη αθροι-
στική ανταμοιβή. Εξίσου ενδιαφέρον παρουσιάζει το γεγονός οτι στο συγκεκριμένο πλαίσιο,
το περιβάλλον αποδίδει κάποια ανταμοιβή στον πράκτορα τη στιγμή που ίσως στην πραγ-
ματικότητα το περιβάλλον να μην αποδίδει ανταμοιβές αλλά ανάλογα με τις μεταβολές που
προκαλούνται σε αυτό, το αντίτιμο εκτιμάται εμμέσως λόγω της ικανοποίησης του πράκτορα
στην νέα πραγματικότητα.

Το σύνολο των παρατηρήσεων, ανταμοιβών και δράσεων του πράκτορα κάθε χρονική στιγμή
συνθέτει την έννοια της ιστορίας (history). Ο όρος της κατάστασης επιπλέον χρησιμο-
ποιείται συχνά ως η πληροφορία που συνοψίζει όλη την ιστορία, ικανοποιώντας την Μαρκο-
βιανή Ιδιότητα, όπως αναλύεται στη συνέχεια. Ο πράκτορας καλείται να μάθει την κατάλληλη
και πιο αποδοτική πολιτική (policy), η οποία μπορεί να είναι είτε ντετερμινιστική είτε στο-
χαστική. Επιπλέον, οι συναρτήσεις αξιών (value functions) αποδίδουν κάποια τιμή
για την προσδοκώμενη μελλοντική ανταμοιβή που θα λάβει ο πράκτορας. Τέλος, η έννοια του
μοντέλου (model) σχετίζεται με την πρόβλεψη της επόμενης κατάστασης του περιβάλλο-
ντος. Ακόμα, με τον όρο επεισόδιο (episode, trial ή trajectory) αναφερόμαστε στο
σύνολο των καταστάσεων, ενεργειών και ανταμοιβών που προκύπτουν μέχρι την τερματική
κατάσταση.

5.2 Επιβράβευση (Reward) και Ανταμοιβή (Return)

Η Συνάρτηση Επιβράβευσης (Reward Function) αποτελεί ένα από τα πιο σημαντικά στοιχεία
στη μελέτη της Ενισχυτικής Μάθησης. Μολονότι συχνά στη βιβλιογραφία συναντάται με
απλούστερες εκφράσεις από τη σχέση 5.1, στην ουσία η Συνάρτηση Επιβράβευσης εκτός από
την παροντική ενέργεια (at) ενός πράκτορα, εξαρτάται τόσο από την παροντική κατάσταση
(st) κατά την οποία ενήργησε ο πράκτορας όσο και από την αμέσως επόμενη (st+1). Η
ολοκληρωμένη περιγραφή, λοιπόν, της Συνάρτησης Ανταμοιβής είναι η σχέση 5.1.

rt = R(st, at, st+1) (5.1)

Παρόλα αυτά, συχνά απλοποιείται στη μορφή rt = R(st) αν εξαρτάται μόνο από την παροντική
κατάσταση και στη μορφή rt = R(st, at) αν πέρα από την παροντική κατάσταση εξαρτάται
και από την ενέργεια του πράκτορα. Με rt συμβολίζεται η επιβράβευση (reward).

Με τον όρο Ανταμοιβή (Return), γίνεται αναφορά σε μια μακροπρόθεσμη συσσώρευση επιβρα-
βεύσεων. Η Ανταμοιβή αυτή μπορεί είτε να μην περιέχει έναν εκπτωτικό παράγοντα γ ∈ [0, 1]
(Εξίσωση 5.2) είτε να περιέχει ένα εκπτωτικό παράγοντα γ ∈ [0, 1] (Εξίσωση 5.3). Στην
περίπτωση, που η Ανταμοιβή περιέχει και τον εκπτωτικό παράγοντα γ καλείται Ανταμοιβή με
Έκπτωση (Discounted Return). Επιπρόσθετα, το άθροισμα μπορεί να είναι είτε πεπερασμένο



5.3 Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων 65

είτε άπειρο. Στην περίπτωση που το άθροισμα είναι πεπερασμένο το άνω όριο αθροίσματος
των εξισώσεων 5.2 και 5.3 γίνεται T ∈ R.

Rt =

∞∑
k=0

rt+k+1 (5.2)

Gt =

∞∑
k=0

γkrt+k+1 (5.3)

Συνήθως χρησιμοποιείται η Εξίσωση 5.3 για τρεις σημαντικούς λόγους. Ο πρώτος λόγος
είναι μαθηματικός και σχετίζεται με την σύγκλιση της σειράς. Δεδομένου οτι οι ακολουθία
rk είναι φραγμένη και ο εκπτωτικός παράγοντας γ ∈ [0, 1], η σειρά θα συγκλίνει. Στην περί-
πτωση όπου γ = 0, δεν λαμβάνονται υπόψη οι μελλοντικές επιβραβεύσεις ενώ στην περίπτωση
όπου γ = 1 λαμβάνονται. Στην περίπτωση όπου γ = 1, δεν αποφεύγεται το πρόβλημα της
σύγκλισης. Για αυτό είθισται να χρησιμοποιείται ένα γ πολύ κοντά στο 1. Επιπλέον, ο εκπτω-
τικός παράγοντας από τη στιγμή που υψώνεται σε κάποια δύναμη, όλο και μεγαλύτερη για
πιο μακρινές μελλοντικές καταστάσεις προσδίδει την αίσθηση οτι οι ανταμοιβές του παρόντος
έχουν μεγαλύτερη αξία από αυτές του μέλλοντος ("Cash now is better than cash later"). Εν
κατακλείδι, με τη χρήση της Εκπτωτικής Ανταμοιβής αποφεύγονται οι άπειρες επαναφορές
σε κυκλικές Μαρκοβιανές Διαδικασίες.

5.3 Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων

Οι Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων (MDPs) μπορούν να περιγράψουν ένα περι-
βάλλον της Ενισχυτικής Μάθησης.

5.3.1 Μαρκοβιανή Ιδιότητα

Έστω οτι το περιβάλλον (environment) επιστρέφει τη χρονική στιγμή t στον πράκτορα
(agent), μαζί με μια ανταμοιβή (reward), και μια κατάσταση (state) St. Μολονότι πράκτορας
και περιβάλλον μπορεί να έχουν αλληλεπιδράσει και στο παρελθόν, σε αυτή την κατάσταση
St θα πρέπει να εγκολπώνονται και όλες οι παρελθοντικές καταστάσεις. Θα πρέπει, δηλαδή,
"το μέλλον να είναι ανεξάρτητο του παρελθόντος δεδομένου του παρόντος". Η φράση αυτή
συνοψίζει την Μαρκοβιανή ιδιότητα (Markov Property), η οποία ορίζεται και μαθηματικά ως
εξής:

P [St+1|S1, ..., St] = P [St+1|St] (5.4)

5.3.2 Πίνακας Μετάβασης Καταστάσεων

Ορίζεται, επιπλέον, και ο Πίνακας Μετάβασης Καταστάσεων (State Transition Matrix) ο
οποίος σε κάθε στοιχείο του pi,j αποδίδει την πιθανότητα μετάβασης από την κατάσταση i
στην κατάσταση j. Η πιθανότητα pi,j υπολογίζεται από τη σχέση 5.5.

pi,j = P [St+1 = j|St = i] (5.5)
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Ο Πίνακας Μετάβασης Καταστάσεων (State Transition Matrix), λοιπόν, ορίζεται από τη
Σχέση 5.6. Να σημειωθεί πως το άθροισμα των γραμμών ισούται με την μονάδα.

P =

p11 . . . p1n
... ...

pn1 . . . pnn

 (5.6)

5.3.3 Μαρκοβιανή Διαδικασία

Κάθε διαδικασία, η οποία ικανοποιεί την Μαρκοβιανή Ιδιότητα 5.3.1 καλείται Μαρκοβιανή
Διαδικασία (Markov Process, MP). Μια Μαρκοβιανή Διαδικασία μπορεί να περιγραφεί ώς
ένα ζεύγος ⟨S, P ⟩, όπου S είναι ένα πεπερασμένο σύνολο καταστάσεων πλήθους N και P
είναι ένας Πίνακας Μετάβασης Καταστάσεων 5.3.2 |S| × |S| μεγέθους N ×N .

5.3.4 Μαρκοβιανή Διαδικασία με Επιβράβευση

Μια Μαρκοβιανή Διαδικασία με Επιβράβευση (Markov Reward Process, MRP) είναι μια
Μαρκοβιανή Διαδικασία 5.3.3 με τη διαφορά οτι χρειάζεται να προστεθεί η έννοια της Συνάρ-
τησης Επιβράβευσης (Reward Function) και του εκπτωτικού παράγοντα (discount factor)
γ ∈ [0, 1]. Η Μαρκοβιανή Διαδικασία Επιβράβευσης μπορεί να περιγραφεί από μια τετράδα
⟨S, P,R, γ⟩. Η Συνάρτηση Επιβράβευσης (Reward Function) ορίζεται από την σχέση 5.7.

RS = E[Rt+1|St = s], (5.7)

5.3.5 Συνάρτηση Αξίας Κατάστασης V (s)

Η Συνάρτηση Αξίας Κατάστασης (Value Function), δεδομένης μιας συγκεκριμένης πολιτικής
(policy) π, αποδίδει για κάποια κατάσταση s την αναμενόμενη ανταμοιβή που θα δοθεί στον
πράκτορα αν από την δεδομένη κατάσταση ακολουθήσει την πολιτική π. Η Συνάρτηση Αξίας
Κατάστασης (Value Function) ορίζεται από την εξίσωση 5.8.

V π(s) = Eπ[Gt|St = s] (5.8)

Η συνάρτηση Αξίας Κατάστασης γίνεται βέλτιστη V ∗(s) όταν

V ∗(s) = maxπV
π(s) (5.9)

5.3.6 Συνάρτηση Αξίας Δράσης Q(s, a)

Η Συνάρτηση Αξίας Δράσης (Action Value Function), δεδομένης μιας συγκεκριμένης πολι-
τικής (policy) π, αποδίδει για κάποια κατάσταση s την αναμενόμενη ανταμοιβή που θα δοθεί
στον πράκτορα αν από την δεδομένη κατάσταση ακολουθήσει την πολιτική π και πραγματο-
ποιήσει τη δράση a. Η Συνάρτηση Αξίας Κατάστασης (Value Function) ορίζεται από την
εξίσωση 5.10.

Qπ(s, a) = Eπ[Gt|St = s,At = a] (5.10)
Η συνάρτηση Αξίας Κατάστασης γίνεται βέλτιστη Q∗(s, a) όταν
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Q∗(s, a) = maxπQ
π(s, a) (5.11)

Ακόμα, η σχέση που συνδέει της Συνάρτηση Αξίας με τη Συνάρτηση Αξίας Δράσης είναι η

V π(s) =
∑
a∈A

π(a|s)Qπ(s, a) (5.12)

Σε αυτό το σημείο, μπορεί επίσης να οριστεί και η Συνάρτηση Πλεονεκτήματος (Advantage
Function) Aπ(s, a) για μια κατάσταση s, μία ενέργεια a και μία πολιτική π ως

Aπ(s, a) = Qπ(s, a)− V π(s) (5.13)

Επιπλέον, πρέπει να τονιστεί οτι η εύρεση της βέλτιστης πολιτικής π∗ επιτυγχάνει και τις
βέλτιστες Συναρτήσεις Αξιών. Δηλαδή, ισχύουν οι σχέσεις

π∗ = argmax
π

V π(s) (5.14)

π∗ = argmax
π

Qπ(s, a) (5.15)

Επιπλέον, αν εφαρμοστεί η βέλτιστη πολιτική στις συναρτήσεις αξιών τότε οι συναρτήσεις
αυτές θα είναι βέλτιστες, δηλαδή θα ισχύουν οι σχέσεις

V π∗
(s) = V ∗(s) (5.16)

Qπ∗
(s, a) = Q∗(s, a) (5.17)

5.3.7 Εξισώσεις Bellman

Αρχικά, αν ορίσουμε τη συνάρτηση μετάβασης P (s′, r|s, a) από την κατάσταση s στην κατά-
σταση s′ πραγματοποιώντας την ενέργεια a όπου λαμβάνουμε την ανταμοιβή r ως

P (s′, r|s, a) = P [St+1 = s′, Rt+1 = r|St = s,At = a] (5.18)

και τώρα ορίσουμε τη Συνάρτηση Μετάβασης Κατάστασης P a
ss′ ως τη συνάρτηση που αποδίδει

την πιθανότητα μετάβασης από την κατάσταση s στην κατάσταση s′ δεδομένης της ενέργειας
a, όπως περιγράφεται παρακάτω

P a
ss′ = P (s′|s, a) = P [St+1 = s′|St = s,At = a] =

∑
r∈R

P (s′, r|s, a) (5.19)

η Συνάρτηση Ανταμοιβής μπορεί να λάβει τη μορφή

R(s, a) = E[Rt+1|St = s,At = a] =
∑
r∈R

r
∑
s′∈S

P (s′, r|s, a) (5.20)
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Τώρα οι Εξισώσεις των Συναρτήσεων Αξίας Κατάστασης και Αξίας Δράσης μπορούν να
γίνουν

V π(s) = Eπ[Gt|St = s] = E(
∞∑
k=0

γkrt+k+1|St = s) (5.21)

= E(rt+1 +
∞∑
k=1

γkrt+k+1|St = s) (5.22)

= E(rt+1 + γ
∞∑
k=0

γkrt+k+2|St = s) (5.23)

= E(rt+1 + γGt+1|St = s) (5.24)
= E(rt+1 + γV (St+1)|St = s) (5.25)
= R(s, a) + γ

∑
s′∈S

P a
ss′Vπ(s

′) (5.26)

και

Qπ(s, a) = Eπ[Gt|St = s,At = a] = E(

∞∑
k=0

γkrt+k+1|St = s,At = a) (5.27)

= E(rt+1 +

∞∑
k=1

γkrt+k+1|St = s,At = a) (5.28)

= E(rt+1 + γ

∞∑
k=0

γkrt+k+2|St = s,At = a) (5.29)

= E(rt+1 + γGt+1|St = s,At = a) (5.30)
= E(rt+1 + γV (St+1)|St = s,At = a) (5.31)
= E(rt+1 + γEa∼πQ(St+1, a)|St = s,At = a) (5.32)
= R(s, a) + γ

∑
s′∈S

P a
ss′

∑
a′∈A

π(a′|s′)Qπ(s
′, a′) (5.33)

Η βασική ιδέα των εξισώσεων Bellman είναι οτι η αξία της κατάστασης στην οποία βρίσκε-
ται ένας πράκτορας αντιστοιχεί στο αντίτιμο που αναμένει να λάβει επειδή βρίσκεται στην
κατάσταση αυτή συν την αξία που θα προέλθει από την επόμενη κατάσταση στην οποία θα
βρεθεί. Η Σχέση 5.26 μπορεί να γραφεί στην μορφή

v(1)...
v(n)

 =

R1
...
Rn

+ γ

p11 . . . p1n
... ...

pn1 . . . pnn


v(1)...
v(n)

 (5.34)

Η εξίσωση 5.34 είναι μια γραμμική εξίσωση, η οποία έχει λύση v = (1 − γP )−1R. Είναι
γνωστό πως η επίλυση αυτή (στην πράξη) φέρει πολυπλοκότητα O(n3) [32]. Αυτή η μέθοδος
μπορεί να ακολουθηθεί αν το πλήθος των καταστάσεων είναι μικρό. Σε αντίθετη περίπτωση,
θα πρέπει να επιστρατευτεί κανείς επαναληπτικές μεθόδους, όπως είναι αυτές του Δυναμικού
Προγραμματισμού, του αλγορίθμου Temporal Difference ή των μεθόδων Monte Carlo.



5.3 Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων 69

5.3.8 Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων (MDPs)

Οι Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων αποτελούν μια επαυξημένη μορφή των Μαρ-
κοβιανών Διαδικασιών με Επιβράβευση 5.3.4. Συγκεκριμένα, οι Μαρκοβιανές Διαδικασίες Λή-
ψης Αποφάσεων (MDPs) μπορούν να περιγραφούν από μια πεντάδα στοιχείων ⟨S,A, P,R, γ⟩.
Το σύνολο αποτελεί ένα πεπερασμένο σύνολο που περιέχει όλες τις πιθανές ενέργειες τις
οποίες μπορεί να λάβει ένας πράκτορας. Επιπλέον, διαφοροποιούνται ελάχιστα τόσο ο Πίνακας
Μετάβασης Κατάστασης όσο και η Συνάρτηση Ανταμοιβής με τέτοιο τρόπο ώστε να περι-
λαμβάνουν και την εκάστοτε ενέργεια που λαμβάνει ο πράκτορας. Συγκεκριμένα, ο Πίνακας
Μετάβασης Κατάστασης γίνεται P a

ss′ = P [St+1|St = s,At = a] και η Συνάρτηση Ανταμοιβής
γράφεται ως Ra

s = P [Rt+1|St = s,At = a].

5.3.9 Μερικώς Παρατηρήσιμες Μαρκοβιανές Διαδικασίες Λήψης
Αποφάσεων (POMDPs)

Οι Μερικώς Παρατηρήσιμες Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων (POMDPs) απο-
τελούν μια επαυξημένη μορφή των Μαρκοβιανών Διαδικασιών Λήψης Αποφάσεων. Συγκε-
κριμένα, οι Μερικώς Παρατηρήσιμες Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων (MDPs)
μπορούν να περιγραφούν από μια επτάδα στοιχείων ⟨S,A,O, P,R,Z, γ⟩. Με O συμβολίζεται
το πεπερασμένο σύνολο των δυνατών παρατηρήσεων ενώ με Z συμβολίζεται η Συνάρτηση
Παρατήρησης, η οποία ορίζεται ως Za

s′o = P [Ot+1 = o|St+1 = s′, At = a].

5.3.10 Πολιτική π (Policy)

Με τον όρο πολιτική π (policy) γίνεται λόγος για μια κατανομή πιθανότητας του χώρου των
δυνατών ενεργειών που μπορεί να πραγματοποιήσει ένας πράκτορας δεδομένων των καταστά-
σεων στις οποίες αυτός βρίσκεται. Οι πολιτικές είναι στατικές και ανεξάρτητες του χρόνου
όπως επίσης εξαρτώνται από την παροντική κατάσταση.

π(a|s) = P (At = a|St = a) (5.35)

Μια ενέργεια ενός πράκτορα θα μπορούσε, για παράδειγμα, να προέλθει από μια δειγματοληψία
της κατανομής 5.35, At ∼ π(·|St), ∀t > 0. Επιπλέον, μπορούν να τροποποιηθούν τόσο ο
Πίνακας Μετάβασης Κατάστασης

P π
ss′ =

∑
a∈A

π(a|s)P a
ss′ (5.36)

όσο και η Συνάρτηση Ανταμοιβής

Rπ
s =

∑
a∈A

π(a|s)P a
s (5.37)

5.3.11 Επίλυση σε γνωστές δομές με Δυναμικό Προγραμματισμό

Oι εξισώσεις 5.8 και 5.10 είναι μη γραμμικές και δεν έχουν κλειστή λύση. Για τον λόγο αυτό
χρησιμοποιούνται αρκετοί επαναληπτικοί αλγόριθμοι όπως είναι η επαναληπτική μέθοδος πο-
λιτικής (policy iteration), η επαναληπτική μέθοδος αξίας (value iteration), το Q-learning και
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Sarsa. Στην περίπτωση που το πρόβλημα ανάγεται στην κατηγορία της Ενισχυτικής Μάθησης
με Μοντέλο (model-based) και δεδομένου οτι ένα σύνθετο πρόβλημα μπορεί να διαιρεθεί σε
υποπροβλήματα και να αναζητηθεί η λύση σε αυτά μπορεί να χρησιμοποιηθεί Δυναμικός Προ-
γραμματισμός (Dynamic Programming) και οι Επαναληπτικές Μέθοδοι πολιτικής (policy
iteration) και αξίας (value iteration). Η εναλλαγή αποτίμησης (policy evaluation) και βελτί-
ωσης πολιτικής (policy improvement) μπορεί να οδηγήσει στην εύρεση βέλτιστων πολιτικών
και συναρτήσεων αξιών.

5.3.12 Επίλυση σε άγνωστες δομές

5.3.12.1 Μέθοδοι Monte Carlo

Οι μέθοδοι Monte Carlo έχουν το πλεονέκτημα οτι δεν χρειάζεται να γνωρίζει κανείς την
μηχανική του περιβάλλοντος αλλά αντιθέτως βελτιστοποιούνται οι συναρτήσεις αξίας και η
πολιτική με βάση την αλληλεπίδραση του πράκτορα με το περιβάλλον του. Να σημειωθεί πως
οι βελτιστοποιήσεις γίνονται στο τέλος κάθε επεισοδίου και όχι στα ενδιάμεσα βήματα. Ένα
από τα σπουδαιότερα προβλήματα της Ενισχυτικής Μάθησης είναι αυτό του συμβιβασμού
μεταξύ εξερεύνησης και αξιοποίησης (exploration vs. exploitation trade-off). Αυτός ο συμ-
βιβασμός εντοπίζεται και στις μεθόδους Monte Carlo. Ένας πράκτορας είτε θα εξερευνήσει
το περιβάλλον του (exploration) ακόμα κι αν χρειαστεί να θυσιάσει κάποιες πρόσκαιρες με-
γάλες ανταμοιβές είτε θα λάβει τις ανταμοιβές αυτές (exploitation). Ο πράκτορας λαμβάνει
αποφάσεις με βάση τις παρελθοντικές του ενέργειες, καταστάσεις και ανταμοιβές. Για να
σχηματίσει αποδοτικές πολιτικές θα πρέπει να ενεργήσει με διαφορετικούς τρόπους για να
ανακαλύψει ποιοι από αυτούς είναι αποδοτικοί.

5.3.12.2 Temporal-Difference Learning

Σε αντίθεση με τις μεθόδους Monte Carlo, η μέθοδος Temporal-Difference Learning, όντας
on-policy μέθοδος και εστιάζοντας σε προβλήματα Ενισχυτικής Μάθησης χωρίς Μοντέλο,
μπορεί να ανανεώσει τη συνάρτηση αξίας σε κάθε βήμα και όχι αναγκαστικά στο τέλος ενός
επεισοδίου. Η ανανέωση, λοιπόν, της συνάρτησης αξίας κατάστασης χρησιμοποιώντας τη
βασική μορφή της μεθόδου TD-Learning, TD(0) γίνεται ως εξής.

V (st)← V (st) + a[rt+1 + γV (st+1)− V (st)] (5.38)

Η τεχνική του TD-Learning όπου οι παράμετροι ανανεώνονται με βάση τις προσεγγίσεις
των ανταμοιβών και όχι με τις πραγματικές ανταμοιβές όπως στις Monte-Carlo τεχνικές
ονομάζεται bootstrapping.

5.3.12.3 Q-Learning

Η μέθοδος Q-Learning [135] αποτελεί μια μέθοδο που βασίζεται στο TD-Learning. Η δια-
φορά είναι οτι αποτελεί off-policy μέθοδο (σε αντίθεση με τον αλγόριθμο SARSA) και δεν
αποσκοπεί στην εκμάθηση της βέλτιστης πολιτικής αλλά στην εκμάθηση της βέλτιστης συ-
νάρτησης αξίας δράσης Q∗. Αυτή η μέθοδος αποτελεί τον βασικό πυρήνα των μεθόδων που
θα χρησιμοποιηθούν στα πειράματα διαπραγματεύσεων που πλαισιώνουν την υλοποίηση της
παρούσας διπλωματικής (Κεφάλαιο 8).



5.3 Μαρκοβιανές Διαδικασίες Λήψης Αποφάσεων 71

Συγκεκριμένα, κάθε χρονική στιγμή t, βρισκόμενοι σε μία κατάσταση St επιλέγουμε μία ενέρ-
γεια At με βάση τις τιμές Q, δηλαδή At = argmaxa∈AQ(St, a). Συνήθως, χρησιμοποιείται
και η τεχνική ε-greedy, όπου με μία πιθανότητα ε αντί να πραγματοποιήσουμε την ενέργεια
όπως αναφέραμε, την επιλέγουμε τυχαία και ομοιόμορφα από το σύνολο των δυνατών ενερ-
γειών. Στη συνέχεια, ανανεώνουμε τις παραμέτρους της Συνάρτησης Αξίας Δράσης Q(s, a)
ως εξής

Q(St, At)← Q(St, At) + a[Rt+1 + γmaxa∈AQ(St+1, a)−Q(St, At)] (5.39)
όπου a είναι μία υπερπαράμετρος. Ανανεώνουμε τον μετρητή χρόνου t← t+1 και επαναλαμ-
βάνουμε την ίδια διαδικασία. Το Q∗(·) θα πρέπει να αποθηκεύει όλα τα ζευγάρια κατάστασης-
ενέργειας σε έναν τεράστιο πίνακα. Επειδή αυτό είναι αρκετά δύσκολο να γίνει διότι απαι-
τούνται αρκετοί αποθηκευτικοί πόροι, χρησιμοποιούνται προσεγγιστικές συναρτήσεις (Q-
functions). Γνωρίζουμε πως τα Βαθιά Νευρωνικά Δίκτυα μπορούν να προσεγγίσουν μη γραμ-
μικές συναρτήσεις. Επομένως, μια Q-function μπορεί να είναι ένα Βαθύ Νευρωνικό Δίκτυο
με παραμέτρους θ.

Το πρόβλημα που προκύπτει σε αυτή την περίπτωση είναι οτι όταν συνδυάζεται ένας off-policy
αλγόριθμος με την τεχνική bootstrapping και με μη-γραμμική προσεγγιστική συνάρτηση, η
εκμάθηση μπορεί να γίνει ασταθής και να μην συγκλίνει. Το πρόβλμα είναι γνωστό ως "Deadly
Triad Issue". Στη δημοσίευση του Mnih [82] εισάγονται τα Deep Q-Networks (DQNs) και
αντιμετωπίζεται το εν λόγω ζήτημα με δύο μηχανισμούς: (α) το Experience Replay και (β)
την περιοδική ενημέρωση του Target δικτύου.

Σχήμα 5.2: Αλγόριθμος DQN [82]

Όσον αφορά το Experience Replay, αποτελεί στην ουσία έναν buffer που αποθηκεύει βήματα
των επεισοδίων της μορφής et = (St, At, Rt, St+1) και όταν έρθει η στιγμή της ενημέρωσης
των παραμέτρων, επιλέγεται τυχαία από τη μνήμη ένας συγκεκριμένος αριθμός από αυτές τις
τετράδες. Με αυτό τον τρόπο αναιρούνται οι συσχετίσεις μεταξύ των βημάτων των επεισοδίων
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και εξομαλύνονται οι μεταβολές στην κατανομή των δεδομένων. ταυτόχρονα επιτυγχάνεται
μεγαλύτερο data efficiency. Όσον αφορά τη δεύτερη τεχνική, χρησιμοποιείται και ένα δεύτερο
δίκτυο πανομοιότυπο με το δίκτυο Q̂ (με παραμέτρους θ−) της Q-συνάρτησης οι παράμετροι
του οποίου ενημερώνονται περιοδικά και με αυτόν τον τρόπο σταθεροποιείται η εκμάθηση. Να
τονίσουμε πως η συνάρτηση σφάλματος έχει την ακόλουθη μορφή.

L(θ) = E(s,a,r,s′)∼U(D)[(r + γmax
a′

Q(s′, a′; θ−)−Q(s, a; θ))2] (5.40)

όπου με U(D) συμβολίζουμε την ομοιόμορφη κατανομή στη μνήμηD και με θ− αναφερόμαστε
στις παραμέτρους του "παγωμένου" Q-δικτύου. Ο αλγόριθμος DQN, όπως διατυπώθηκε από
τον Mnih [82], παρουσιάζεται στην Εικόνα 5.2. Εκτός από το κλασικό DQN μοντέλο [82],
στην εργασία μας, χρησιμοποιούνται και μεταγενέστερες εξελίξεις του, όπως είναι τα Double
DQNs [124] και τα Dueling DQNs [134]. Το πρόβλημα των απλών DQNs συνήθως είναι το
οτι σε θορυβώδη περιβάλλοντα υπερεκτιμούν τις ανταμοιβές και επίσης το οτι χρησιμοποιείται
ένα μοντέλο που λαμβάνει αποφάσεις και αξιολογεί τις ενέργειες ταυτόχρονα.

Προς επίλυση των προβλημάτων αυτών, το Double DQN χρησιμοποιεί δύο πανομοιότυπα
δίκτυα, όπου έχουν εκπαιδευτεί σε διαφορετικά επεισόδια της "τράπεζας" αποθηκευμένων
επεισοδίων εξομαλύνοντας το θόρυβο του περιβάλλοντος και διαχωρίζοντας τις διεργασίες
της λήψης και αξιολόγησης ενεργειών. Τα δύο δίκτυα μπορούν να εναλλάσσουν ρόλους με
αποτέλεσμα τη συμμετρική ανανέωση των παραμέτρων τους. Μια άλλη ιδέα προτείνεται με
το Dueling DQN κατά την οποία υπολογίζεται τόσο η αξία της κατάστασης στην οποία βρί-
σκεται ένας πράκτορας όσο και η Συνάρτηση Πλεονεκτήματος (Advantage Function). Όπως
παρατηρείται στο κάτω μέρος του Σχήματος 5.3, το δίκτυο διαχωρίζεται σε δύο υποδίκτυα.
Το πάνω υποδίκτυο υπολογίζει το βαθμωτό μέγεθος V (s) ενώ το κάτω μέρος υπολογίζει τη
Συνάρτηση Πλεονεκτήματος για την κατάσταση s και για κάθε δυνατή ενέργεια. Οι έξοδοι
των δικτύων συνενώνονται στη συνέχεια.

Σχήμα 5.3: Κλασική Αρχιτεκτονική DQN (Πάνω) και Προτεινόμενη Αρχιτεκτονική
Dueling DQN (Κάτω) [134]
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5.4 Κατηγοριοποίηση Προβλημάτων Ενισχυτικής Μά-
θησης

Ένας πρώτος διαχωρισμός μπορεί να γίνει με βάση το αν ο πράκτορας έχει πρόσβαση στο
περιβάλλον ή αν μαθαίνει ένα μοντέλο του περιβάλλοντος. Στην περίπτωση που η παραπάνω
υπόθεση αληθεύει τότε γίνεται λόγος για Ενισχυτική Μάθηση με Μοντέλο (model-based RL).
Σε αντίθετη περίπτωση, γίνεται λόγος για Ενισχυτική Μάθηση χωρίς Μοντέλο (model-free).
Στην Ενισχυτική Μάθηση με Μοντέλο, ο πράκτορας μπορεί να χρησιμοποιήσει το μοντέλο
αυτό προκειμένου να σχεδιάσει τις στρατηγικές του και να εξετάσει τις πιθανές επιλογές. Το
μειονέκτημα έγκειται στο γεγονός οτι ένα τέτοιο μοντέλο δεν προσφέρεται από το περιβάλλον
και πρέπει ο πράκτορας να επιδιώξει την εκμάθηση αυτού μέσω της αλληλεπίδρασης με το
περιβάλλον. Αν αποβεί επιτυχές το εγχείρημα, ο πράκτορας θα συμπεριφέρεται εξαιρετικά
αποδοτικά. Παρόλα αυτά στην πράξη, αυτό αποτελεί μια δύσκολη διαδικασία. Για αυτό το
λόγο, έντονη έμφαση δίνεται στην Ενισχυτική Μάθηση χωρίς Μοντέλο.

Μια δεύτερη κατηγοριοποίηση εντοπίζεται στο τι επιλέγει να μάθει ο πράκτορας. Ένας
πράκτορας μπορεί να βελτιστοποιείται προκειμένου να μάθει κάποια πολιτική (στοχαστική
ή ντετερμινιστική), μια συνάρτηση αξίας κατάστασης, μια συνάρτηση αξίας δράσης ή ένα
μοντέλο του περιβάλλοντος. Συγκεκριμένα, στην περίπτωση Ενισχυτικής Μάθησης Χωρίς
Μοντέλο (Model-Free RL), συναντώνται συνήθως μέθοδοι Βελτίωσης Πολιτικής (Policy
Optimization) και το Q-learning, όπου ο πράκτορας μαθαίνει μια προσέγγιση της Συνάρτη-
σης Αξίας Δράσης.

Ακόμα, μια διαφοροποίηση μεταξύ των διαφορετικών μεθόδων βελτιστοποίησης εντοπίζεται
στο αν είναι on-policy ή off-policy. Σε off-policy μεθόδους, οι πράκτορες μπορούν να βελ-
τιστοποιήσουν την πολιτική τους χωρίς να παράγουν νέα δεδομένα από αυτή την πολιτική.
Αντιθέτως, σε on-policy μεθόδους, επειδή η πολιτική τους αλλάζει, έστω και ανεπαίσθητα,
χρειάζεται να παραχθούν νέα δείγματα.

5.5 Σύνοψη

Στο Κεφάλαιο αυτό, πραγματοποιήθηκε μια εισαγωγή στις βασικές αρχές της Ενισχυτικής
Μάθησης και δόθηκε έμφαση στα DQN μοντέλα τα οποία θα χρησιμοποιήσουμε στις υλοποι-
ήσεις του Κεφαλαίου 8. Με αυτό το Κεφάλαιο, ολοκληρώνεται το πρώτο μέρος της εργασίας
που αφορά τις Εισαγωγικές Έννοιες. Στα επόμενα Κεφάλαια, μελετάμε τα Διαλογικά Συστή-
ματα και εστιάζουμε στο Πρόβλημα της Διαπραγμάτευσης.
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Κεφάλαιο 6

Διαλογικά Συστήματα

Με τον όρο διαλογικά συστήματα αναφερόμαστε στα συστήματα που αυτόματα μπορούν να
συνδιαλέγονται με κάποιον άνθρωπο ή κάποιο άλλο σύστημα. Ανάλογα με την ύπαρξη ή όχι
συγκεκριμένου σκοπού, αυτά κατηγοριοποιούνται σε δύο βασικές κατηγορίες. Η πρώτη αφορά
τα συστήματα τα οποία είναι προσανατολισμένα σε ένα συγκεκριμένο σκοπό (task-oriented
conversational agents). Τέτοια συστήματα συναντώνται στους αυτόματους τηλεφωνητές τρα-
πεζών, σε εφαρμογές για κλείσιμο κάποιου εισιτηρίου ή τραπεζιού σε εστιατόριο αλλά ακόμα
και στις συσκευές οικιακής χρήσης. Αυτοσκοπός τους είναι η υποβοήθηση ενός χρήστη να
επιτύχει ένα συγκεκριμένο σκοπό στον ελάχιστο χρόνο και με τον ελάχιστο κόπο. Για αυτό
συνήθως, τα συστήματα αυτά επιδιώκουν σύντομες και αρκετά στοχευμένες συνομιλίες. Σε
αντίθεση, η δεύτερη κατηγορία διαλογικών συστημάτων, chatbots, επιδιώκει μεγαλύτερες σε
χρόνο συζητήσεις και δεν περιορίζεται σε ένα συγκεκριμένο θέμα αλλά η φύση των θεματικών
των διαλόγων μπορεί να φέρει μεγάλη ποικιλομορφία. Τέτοια συστήματα χρησιμοποιούνται
και για ψυχαγωγικούς λόγους αλλά και για ιατρικούς όπως είναι τα συστήματα που χρη-
σιμοποιούνται ως ψυχαναλυτές. Να σημειωθεί οτι πολλά από αυτά τα συστήματα ήδη από
αρκετά νωρίς, συγκριτικά με την εξέλιξη του κλάδου τα τελευταία χρόνια, έχουν καταφέρει
να περάσουν το Turing test [121].

Στην Ενότητα 6.1 παρουσιάζονται τα chatbots και στην Ενότητα 6.2 μελετώνται τα διαλογικά
συστήματα καθορισμένου (task-oriented) σκοπού. Στη συνέχεια, στην Ενότητα 6.3 περιγρά-
φεται ένας εναλλακτικός τρόπος να μελετάμε τη δημιουργία και εμφάνιση γλώσσας μέσω
προσομοιώσεων σε δισδιάστατα ή και τρισδιάστατα περιβάλλοντα. Τέλος, στην Ενότητα 6.4
πραγματοποιείται μια εισαγωγή στο πρόβλημα της Διαπραγμάτευσης.

6.1 Chatbots ή Open-Domain Conversational Agents

Τα chatbots επιδιώκουν συζητήσεις γενικής φύσης που προσομοιάζουν συζητήσεις ανθρώ-
πων πάνω σε ποικίλα θέματα. Πολλά από αυτά, όπως το XiaoIce της Microsoft [144] χρησι-
μοποιούν κάποια τιμή που προβλέπει τη διασκέδαση του χρήστη. Επίσης, εντοπίζονται δύο
κατηγορίες από chatbots, η πρώτη χρησιμοποιεί κανόνες επικοινωνίας (rule-based) ενώ η
δεύτερη βασίζεται στην εκμάθηση του συστήματος μέσα από μια ευρεία γκάμα συζητήσεων
μεταξύ ανθρώπων (corpus-based). Ιστορικά, το πρώτο chatbot, η ELIZA, δημιουργήθηκε
το 1966 από τον Weizenbaum [136] και αποτελεί έναν ροτζεριανό ψυχοθεραπευτή. H βασική
ιδέα αυτού του κλάδου ψυχολογίας είναι να τροποποιούνται και να επαναχρησιμοποιούνται

77



78 Κεφάλαιο 6. Διαλογικά Συστήματα

λεγόμενα του ασθενούς για τη συνέχεια της. Όπως αναφέρεται στο κεφάλαιο 24 του [49], ο
Weizenbaum χρησιμοποιεί αυτό το είδος ψυχολογίας διότι οδηγεί σε μια σπάνια μορφή συνο-
μιλίας. Συγκεκριμένα, αν ένας ασθενής αναφέρει "Έκανα μια μεγάλη βόλτα με την βάρκα", ο
ψυχίατρος μπορεί να απαντήσει "Μίλησε μου για τις βάρκες". Αυτή η απάντηση του ψυχιάτρου
δεν θα έκανε τον ασθενή να απορήσει αν όντως ο ψυχίατρος δεν γνωρίζει τι είναι μια βάρκα.
Αυτή η προσέγγιση είναι αρκετά ικανοποιητική υπό το πρίσμα οτι ένα διαλογικό σύστημα δεν
γνωρίζει σίγουρα από βάρκες αλλά ο συνομιλητής δεν θα αναρωτηθεί ποτέ για αυτή του την
ανικανότητα. Η ELIZA, όπως αναφέρει ο Weizenbaum, δημιουργούσε έντονα συναισθήματα
στο προσωπικό-ασθενείς του ως το σημείο που του ζητούσαν να βρίσκονται μόνοι τους με
την ELIZA καθόλη τη διάρκεια της συνομιλίας. Παρόλα αυτά, το σύστημα αυτό είναι βασι-
σμένο σε αυστηρούς κανόνες και σε πολύ περιορισμένο πεδίο εφαρμογής και ως επακόλουθο
είναι προβλέψιμο, ντετερμινιστικό, μη εξελίξιμο και χαρακτηρίζεται από γλωσσική πενία. Λίγα
χρόνια αργότερα, στο ίδιο πεδίο της κλινικής ψυχολογίας, δημιουργείται ο PARRY [14] που
χρησιμοποιήθηκε για να μελετήσει τη σχιζοφρένεια. Εκτός από τις κανονικές εκφράσεις στις
οποίες άλλωστε είχε βασιστεί και η ELIZA, ο PARRY ανάλογα με τη συναισθηματική του
κατάσταση λ.χ. θυμό, φόβο κτλ επέλεγε απαντήσεις από διαφορετικά σύνολα αποκρίσεων
αντίστοιχα. Ο PARRY αποτέλεσε το πρώτο γνωστό σύστημα που πέρασε το Turing Test το
1972, αφού οι ψυχίατροι δεν μπορούσαν να διαχωρίσουν αν συνομιλούσαν με τον PARRY ή
με κάποιο ψυχασθενή.

Σε αντίθεση με τα συστήματα που παράγουν απαντήσεις μέσω κανόνων, υπάρχουν και αυτά
που βασίζονται σε υπάρχουσες συνομιλίες. Τέτοια συστήματα είτε προσπαθούν να ανακτή-
σουν απαντήσεις από υπάρχοντα κείμενα (information retrieval) είτε παράγουν ακολουθίες
λέξεων και κατ' επέκταση αποκρίσεις μέσω μοντέλων που έχουν υποστεί μια μορφή εκμάθη-
σης πάνω σε ένα σύνολο διαλόγων. Συνήθως, τα συστήματα αυτά επειδή δέχονται σχετικά
μικρή πληροφορία για το περιεχόμενο του διαλόγου και επιδιώκουν να παράξουν μια από-
κριση, καλούνται response generation systems. Τα information retrieval συστήματα βασίζο-
νται στην ιδέα οτι η απάντηση στον χρήστη θα προκύψει από την ανάκτηση κάποια φράσης
από ένα σύνολο κειμένων. Έτσι, συχνά, επιλέγεται είτε μια πρόταση η οποία αντιστοιχεί
στην ανθρώπινη απάντηση μια παρόμοιας εισόδου που έχει δώσει ο χρήστης [47] [60] είτε
σε μια πρόταση η οποία είναι αρκετά όμοια με την πρόταση του χρήστη [101], [133]. Εναλ-
λακτική προσέγγιση, είναι αυτή η χρήση Encoder-Decoder (Seq2Seq) όπου ένα μοντέλο θα
πρέπει μέσα από κάποιους διαλόγους να δέχεται μια πρόταση ως είσοδο και να παράγει μια
απόκριση ως έξοδο ([111], [108], [115]). To πρόβλημα που συναντάται σε αυτές τις αρχιτεκτο-
νικές είναι οτι επαναλαμβάνονται πιθανές απαντήσεις όπως 'Δεν ξέρω' ή 'οκ'. Αυτό μπορεί
να αντιμετωπιστεί είτε τροποποιώντας τις συναρτήσεις κόστους (χρησιμοποιώντας mutual
information objective) [66] είτε να χρησιμοποιηθούν άλλες μέθοδοι παραγωγής λέξεων στον
Decoder όπως αυτές αναλύονται στις ενότητες 7.3.5, 7.3.6 και 7.3.7. Πιο φυσικά αποτελέ-
σματα προκύπτουν και από τη χρήση Ενισχυτικής Μάθησης όπως παρουσιάζεται στα [67],
[68] . Επιπρόσθετα, τα συστήματα αυτά βασίζονται στην προηγούμενη απόκριση του χρήστη.
Προσπάθειες να ενσωματωθεί ένα μεγαλύτερο περιεχόμενο, ιστορικό του διαλόγου εντοπίζο-
νται στο [72]. Επιπρόσθετα, ιδιαίτερο ενδιαφέρον εμφανίζει η δουλειά [30], όπου εκτός από
την απόκριση του χρήστη ως είσοδο, το σύστημα δέχεται και διανύσματα που αφορούν το
περιεχόμενο (context) του διαλόγου. Τέλος, τα Seq2Seq μοντέλα στον διάλογο είναι εμπνευ-
σμένα από τα προβήματα αυτόματης μετάφρασης και για αυτό φέρουν και τις αντίστοιχες
μετρικές όπως BLEU [90], ROUGE [70], METEOR [6]. Παρόλα αυτά, οι μετρικές αυτές
δεν αποτελούν ικανοποιητικές μετρικές αξιολόγησης. Για αυτό, κατα κύριο λόγο υπεύθυνοι
για την αξιολόγηση είναι οι άνθρωποι (mechanical turkers ή χρήστες). Ιδιαίτερο ενδιαφέρον
εμφανίζει η δημιουργία ενός ανταγωνιστικού αξιολογητή (adversarial evaluator) [50] όπου
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εμπνευσμένο από το Turing Test, ο αξιολογητής θα πρέπει να μπορεί να ξεχωρίσει ποια πρό-
ταση προέρχεται από άνθρωπο και ποια όχι. Αν, δηλαδή, ένα σύστημα καταφέρει να εξαπατά
αυτόν τον ταξινομητή οτι είναι άνθρωπος, αυτό θα είναι ένα αρκετά καλό σύστημα.

6.2 Task-oriented Conversational Agents

Σε αυτό το υποκεφάλαιο, αναλύονται τα διαλογικά συστήματα τα οποία είναι προσανατολι-
σμένα στην υποβοήθηση ενός χρήστη να ολοκληρώσει μια συγκεκριμένη εργασία σε ένα
καθορισμένο περιβάλλον, όπως για παράδειγμα είναι η ενοικίαση ενός δωματίου σε ένα ξε-
νοδοχείο ή η αγορά ενός εισιτηρίου σε μια κινηματογραφική αίθουσα. Οι πλέον δημοφιλείς
Ψηφιακοί Βοηθοί (Virtual Assistants), όπως είναι οι Siri (Apple), Google Assistant, Alexa
(Amazon), Microsoft Cortana και Bixby (Samsung), αποτελούν απτά παραδείγματα της ζή-
τησης που παρατηρείται στην αγορά για την αυτοματοποίηση ορισμένων διεργασιών η οποία
απαιτεί επιτυχημένη επικοινωνία μεταξύ συστήματος και χρήστη.

6.2.1 Ιστορική Αναδρομή

Τα διαλογικά συστήματα αυτού του τύπου περιορίζονται σε ένα καθορισμένο περιβάλλον
και συνεπώς βασίζονται σε μια οντολογία που προκύπτει από το περιβάλλον αυτό (domain
ontology). H οντολογία αυτή αποτελείται από πλαίσια (frames) όπου κάθε ένα από αυτά αποτε-
λείται από slots τα οποία μπορούν να λάβουν κάποιες τιμές (values). Αυτή η ιδέα εμφανίστηκε
για πρώτη φορά το 1977 από τον Bobrow στο σύστημα GUS [9] που χρησιμοποιήθηκε για τον
προγραμματισμό ταξιδιών. Στη συγκεκριμένη περίπτωση, για παράδειγμα, ένα slot μπορεί να
είναι η πόλη προορισμού του ταξιδιού και μια ενδεικτική τιμή μπορεί να είναι η "Αθήνα". Στην
πιο απλή τους μορφή, τα διαλογικά συστήματα αυτού του τύπου προκειμένου να συλλέξουν
όλες τις αναγκαίες πληροφορίες για τον προσδιορισμό π.χ. ενός ταξιδιού ήταν βασισμένα σε
αρχιτεκτονικές πεπερασμένων αυτομάτων. Επιπλέον, γίνεται ο διαχωρισμός ανάμεσα σε συ-
στήματα που παίρνουν την πρωτοβουλία του διαλόγου και σε αυτά που αφήνουν τον χρήστη
ελεύθερο. Το θετικό της περίπτωσης όπου τα συστήματα παίρνουν την πρωτοβουλία, είναι
οτι μπορούν να κατευθύνουν την συζήτηση και ως επακόλουθο "γνωρίζουν" ποιες ερωτήσεις
απαντάει ο χρήστης ανά πάσα στιγμή και μπορούν να προσαρμόσουν το σύστημα Κατανόη-
σης Φυσικής Γλώσσας (NLU, Natural Language Understanding) να αναμένει συγκεκριμένες
απαντήσεις. Το σύστημα GUS αναλαμβάνει πρωτοβουλίες αλλά ταυτόχρονα δίνει και στον
χρήστη τη δυνατότητα να επιλέξει το περιεχόμενο της συζήτησης. Εν κατακλείδι, είναι εμ-
φανές πως αυτά τα συστήματα λειτουργούν με βάση συγκεκριμένους κανόνες και αυστηρή
ντετερμινιστική δομή, η οποία αφενός απαιτεί μεγάλο κόπο και χρόνο για την κατασκευή και
αφετέρου αυτή η κατασκευή είναι δύσκολο να περιλαμβάνει όλες τις πιθανές περιπτώσεις και
δεν είναι ελαστική σε μεταβολές που πολύ συχνά συμβαίνουν στον προφορικό λόγο.

6.2.2 Βασικές Έννοιες

Όπως σημειώθηκε στην προηγούμενη υποενότητα, τα διαλογικά συστήματα καλούνται αλλη-
λεπιδρώντας με τον χρήστη να συμπληρώσουν κάποια πεδία (slots) με τις επιθυμητές τιμές
του χρήστη. Οι διάλογοι αυτοί (slot-filling ή form-filling dialogues) εντοπίζονται σε
συγκεκριμένα περιβάλλοντα (domains) όπως για παράδειγμα είναι αυτό της αγοράς εισιτη-
ρίου για κάποια θεατρική παράσταση και τα πεδία (slots) φέρουν τιμές που αντικατοπτρίζουν
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κάποιες αναγκαίες πληροφορίες, όπως για παράδειγμα το όνομα της ταινίας ή ο αριθμός των ει-
σιτηρίων. Τα πεδία είτε ενημερώνουν μια τιμή (informable) όπως αριθμός τηλεφώνου είτε ο
χρήστης ζητάει να μάθει μια τιμή (requestable) όπως τιμή εισιτηρίου είτε χρησιμοποιούνται
και με τους δύο τρόπους όπως το όνομα ταινίας.

Σχήμα 6.1: Δομή (modular) Διαλογικού Συστήματος καθορισμένου σκοπού [28]

Το παραπάνω σχεδιάγραμμα περιγράφει την αρχιτεκτονική μεγάλου πλήθους διαλογικών συ-
στημάτων τα οποία είναι προσανατολισμένα για μια συγκεκριμένη εργασία. Ο χρήστης εισάγει
στο σύστημα τη φράση "Θέλω να την δω (εννοεί την ταινία) στο Σιάτλ". Το πρώτο υποσύ-
στημα που τίθεται σε λειτουργία είναι το σύστημα Κατανόησης Φυσικής Γλώσσας (NLU,
Natual Language Understanding). Αυτό μετατρέπει το κείμενο του χρήστη από φυσική
γλώσσα σε διαλογική ενέργεια (dialogue act). Μια διαλογική ενέργεια μπορεί να εξυπηρετεί
στην ενημέρωση κάποιου πεδίου, στο αίτημα για κάποια πληροφορία, σε κάποια πρόταση και σε
άλλες ενέργειες που μπορεί να κρίνονται σκόπιμες από τους σχεδιαστές. Στο συγκεκριμένο πα-
ράδειγμα, η διαλογική ενέργεια, που έχει τη σημασιολογική μορφή inform(city = ”seattle”),
συμβάλλει στην ενημέρωση του πεδίου "Πόλη" με την τιμή "Σιάτλ". Στη συνέχεια, αυτή η
διαλογική ενέργεια εισέρχεται στον Dialogue Manager. Πρόκειται για την κεντρική δομή
του διαλογικού συστήματος και αποτελείται από δύο υπομέρη. Το πρώτο (DST, Dialogue
State Tracker) είναι υπεύθυνο για να αναγνωρίζει σε ποια κατάσταση βρίσκεται ο διάλογος
με τον χρήστη ανά πάσα χρονική στιγμή και το δεύτερο (Policy) δέχεται την κατάσταση
του διαλόγου και αποφασίζει ποια διαλογική ενέργεια θα προάγει τον διάλογο με τον χρή-
στη. Αυτό το ευρύτερο σύστημα, επικοινωνεί συχνά και με κάποια βάση δεδομένων για να
αποθηκεύει ή να ανακτά πληροφορίες. Έπειτα, αυτή η διαλογική ενέργεια που επιλέγει ως απά-
ντηση το σύστημα θα πρέπει να παραχθεί σε φυσική γλώσσα που θα είναι κατανοητή από τον
χρήστη. Επομένως, το τελευταίο υποσύστημα (NLG, Natural Language Generation)
εξυπηρετεί αυτή τη λειτουργία και δεχόμενο μια ενέργεια παράγει φυσική γλώσσα και απαντά
στον χρήστη.

Αυτή η περιγραφή οδήγησε στη συσχέτιση του προβλήματος με περιβάλλοντα Ενισχυτικής
Μάθησης, όπου η πρόταση του χρήστη αντιστοιχεί στην παρατήρηση (observation) του συ-
στήματος και η απάντηση του συστήματος αντιστοιχεί στην ενέργεια (action) [16], [120].
Έτσι, λοιπόν, ο χρήστης μπορεί να αντιμετωπιστεί ως το αντίστοιχο περιβάλλον που χρη-
σιμοποιείται στα προβλήματα της Ενισχυτικής Μάθησης και ο διάλογος να αναχθεί σε ένα
πρόβλημα βέλτιστης λήψης απόφασης [61]. Το αντίτιμο μπορεί να προκύψει ανάλογα με την
ποιότητα της απάντησης, αλλά κατά κύριο λόγο από την επίτευξη ή όχι του σκοπού ("έκλεισε
ή όχι το εισιτήριο") και από χρονικές συνιστώσες, -1 αντίτιμο σε κάθε απάντηση προκειμένου
να πετυχαίνει το σύστημα τον επιθυμητό σκοπό στον ελάχιστο δυνατό χρόνο. Να σημειω-
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θεί πως η εύρεση κατάλληλων αντιτίμων είναι πολύ σημαντική και επηρεάζει δραματικά τα
αποτελέσματα και τη γενικότερη συμπεριφορά του συστήματος.

Οι Walker [131] και Singh [114] ήταν από τους πρώτους που επιχείρησαν να εγκολπώσουν
την χρήση ενισχυτικής μάθησης στα διαλογικά συστήματα της κατηγορίας που περιγράφεται
στο κεφάλαιο αυτό. Παρόλα αυτά, ανήγαγαν το πρόβλημα σε μια πλήρως παρατηρήσιμη μαρ-
κοβιανή διαδικασία λήψης αποφάσεων υποθέτοντας αφενός οτι το σύστημα NLU λειτουργεί
καλά και αφετέρου οτι ο χρήστης δηλώνει ξεκάθαρα τις προθέσεις του. Αυτές οι υποθέσεις
είναι αντιφατικές με την πραγματικότητα και για αυτό τον λόγο οι Roy [96] και Williams
& Young [138] πρότειναν τη χρήση μερικώς παρατηρήσιμων μαρκοβιανών διαδικασιών λήψης
αποφάσεων διαδικασιών (POMDP, Partially Observable Markov Decision Process). Σε αυτή
την προσέγγιση, συναντάται συχνά ο όρος "belief state".

Σε αυτό το σημείο αξίζει να αναφερθούν τα προβλήματα των συστημάτων αυτών. Αρχικά,
τα συστήματα αυτά απαιτούν λεπτομερή και ακριβή σχεδίαση η οποία εντοπίζεται σε έναν
συγκεκριμένο κλάδο (π.χ. εισιτήρια σε κινηματογράφο) και κατ' επέκταση δεν μπορεί να χρη-
σιμοποιηθεί σε άλλους κλάδους (π.χ. αεροπορικά εισιτήρια). Χρειάζεται, δηλαδή, κανείς να
σχεδιάσει εκ νέου όλα τα πεδία που θα πρέπει να συμπληρωθούν μολονότι υπάρχει επικάλυψη
ορισμένων πεδίων από κλάδο σε κλάδο. Ένα εξίσου σημαντικό πρόβλημα είναι οτι το σύστημα
αποτελείται από υποσυστήματα τα οποία βελτιστοποιούνται ξεχωριστά το ένα από το άλλο.
Εκτός από το γεγονός οτι μπορεί να μην είναι συμβατή η βέλτιστη λειτουργία του ενός με του
άλλου, προκύπτει το πρόβλημα ανάθεσης ευσήμων (credit assignment problem), όπως ανα-
φέρεται στο [28]. Σύμφωνα με το πρόβλημα αυτό, αν το σύστημα παράγει μη ικανοποιητικές
απαντήσεις είναι αρκετά δύσκολο να εντοπιστεί πιο σύστημα υπολειτουργεί. Χαρακτηριστικά
αναφέρεται από τον McTear [76] οτι "το κλειδί σε ένα επιτυχημένο διαλογικό σύστημα είναι
η ενσωμάτωση όλων των εξαρτημάτων (υποσυστημάτων) σε ένα λειτουργικό σύστημα". Για
την επίλυση αυτών των ζητημάτων, ερευνώνται πλέον συστήματα με χρήση νευρωνικών δι-
κτύων και ενισχυτικής μάθησης, τα οποία βελτιστοποιούνται ως μία ολότητα απ' άκρου εις
άκρον (end-to-end) και θα αναλυθούν στη συνέχεια.

Σημαντικό μέρος της μελέτης των διαλογικών συστημάτων αποτελεί η αξιολόγηση των συστη-
μάτων αυτών. Σε αντίθεση με τα chatbots, λόγω της επίτευξης ενός συγκεκριμένου σκοπού
συναντώνται μετρικές ορθότητας (accuracy), ακρίβειας (precision), ανάκλησης (recall), F1
και BLEU [132], [129], [130], [89], [35]. Επιπλέον, αν χρησιμοποιείται ενισχυτική μάθηση,
μπορούν να χρησιμοποιηθούν τα αντίτιμα που προκύπτουν από τον διάλογο ως μέσα αξιολό-
γησης και σύγκρισης των συστημάτων. Εν γένει, μετρικές οι οποίες χρησιμοποιούνται στην
περίπτωση των chatbots, μπορούν να χρησιμοποιηθούν και εδώ μαζί με τις μετρικές που ανα-
φέρθηκαν και κατά κύριο λόγο εστιάζουν στην επίτευξη του στόχου που ορίζεται από το
περιβάλλον.

Επιπλέον, η χρήση της Ενισχυτικής Μάθησης επιβάλλει την εκμάθηση μέσω διαλόγων με
κάποιους χρήστες. Επειδή αυτή η διαδικασία εκτός από χρονοβόρα έχει και μεγάλο κόστος
(είτε χρηματικό είτε ως προς την αξιοπιστία της εταιρείας), χρησιμοποιούνται συχνά προ-
σομοιωτές. Στο [115] παρουσιάζεται μια εκτενής βιβλιογραφία σχετικά με την δημιουργία
ρεαλιστικών προσομοιωτών [106]. Ιδιαίτερο ενδιαφέρον παρόλα αυτά παρατηρείται στις δια-
φοροποιήσεις των προσομοιωτών αυτών. Άλλοι προσομοιωτές εστιάζουν στο επίπεδο των
διαλογικών ενεργειών ενώ άλλοι σε επίπεδο φυσικής γλώσσας [48]. Επίσης, άλλοι προσομοιω-
τές χρησιμοποιούν κανόνες προκειμένου να συνδιαλεχθούν (Agenda-Based Simulation
[105], [69], [122]) ενώ άλλοι βασίζονται σε ένα μοντέλο που έχει υποστεί εκμάθηση από πραγ-
ματικές συνομιλίες (Model-based Simulation, [25], [61], [12]). Το πεδίο αυτό ερευνάται
ακόμα.
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Αναγκαία και ουσιαστική μορφή αξιολόγησης είναι αυτή που πραγματοποιείται από ανθρώπους.
Παρουσιάζονται δύο διαφορετικά είδη χρηστών-αξιολογητών. Οι πρώτοι εντοπίζονται στο
εργαστήριο ή σε πλατφόρμες (crowdsourcing) ενώ οι δεύτεροι είναι οι πραγματικοί χρήστες
μιας εφαρμογής. Εναλλακτικές μορφές αξιολόγησης που χρησιμοποιούνται σχετίζονται με τη
λογική του self-play ([119], [83]), όπου το σύστημα μπορεί να "παίζει" με τον εαυτό του. Με
μικρές τροποποιήσεις ένα σύστημα χρησιμοποιώντας το self-play μπορεί να παράξει νέους
διαλόγους οι οποίοι θα χρησιμεύσουν ως δεδομένα από τα οποία μπορεί μετέπειτα να μάθει
το σύστημα χρησιμοποιώντας επιβλεπόμενη μάθηση [109]. Εν κατακλείδι, συνίσταται από το
[28], να χρησιμοποιούνται υβριδικές μέθοδοι αξιολόγησης.

6.3 Grounded Language Learning: Emergent Communication

Όπως έχει προαναφερθεί, κατά την εκπόνηση της παρούσας διπλωματικής εργασίας σχηματί-
στηκε η άποψη οτι η γλώσσα δημιουργείται από σαφώς καθορισμένους πράκτορες προκειμένου
να επικοινωνήσουν μηνύματα εντός ενός σαφώς καθορισμένου περιβάλλοντος προκειμένου να
ικανοποιήσουν κάποια ανάγκη τους. Υπό μια έννοια η γλώσσα "γεννάται" από τη στιγμή που
"γεννάται" και η ανάγκη της επίλυσης ενός προβλήματος που απαιτεί κάποια μορφή συνεργα-
σίας. Συγκεκριμένα, σε διαλογικά προβλήματα παρατηρούνται δύο αντίρροπες κατευθύνσεις
ως προς τη μελέτη τους. Η πρώτη σχετίζεται με την παραγωγή γλώσσας μέσω της ανάγκης
ικανοποίησης του προβλήματος (bottom-up) και η δεύτερη σχετίζεται με τη χρησιμοποίηση
υπαρχόντων γλωσσικών μοντέλων τα οποία εστιάζουν στο συγκεκριμένο πρόβλημα (top-
down). Η πρώτη περίπτωση αποτελεί μια εξαιρετικά ενδιαφέρουσα επιλογή και ένας κλάδος
που μελετά την εμφάνιση γλώσσας όταν αυτή είναι γειωμένη (grounded) σε ένα περιβάλλον
είναι αυτός του Grounded Language Learning.

Μια προσπάθεια για εφαρμογή αυτής της θεωρίας επιχειρήθηκε στο [36] όπου ένας πράκτο-
ρας εισάγεται σε ένα προσομοιωμένο, τρισδιάστατο περιβάλλον και λαμβάνει ανταμοιβές για
την επιτυχή εκτέλεση γραπτών οδηγιών. Κατά την εκπαίδευση με χρήση Μη Επιβλεπόμενης
και Ενισχυτικής Μάθησης, ο πράκτορας επιτυγχάνει, χωρίς πρότερη γνώση, να συσχετίσει
γλωσσικά σύμβολα σε νοητικές αναπαραστάσεις του φυσικού περιβάλλοντος και σε συνα-
φείς ακολουθίες δράσεων. Η αντίληψή του για την γλώσσα τον βοηθάει να χρησιμοποιήσει
γνωστό λεξιλόγιο σε άγνωστες καταστάσεις και να ερμηνεύσει νέες εντολές. Επιπλέον, όσο
μεγαλώνει το μέγεθος της σημασιολογικής του γνώσης τόσο αυξάνει η ταχύτητα με την
οποία μαθαίνει νέες λέξεις. Με αυτό τον τρόπο, η εκμάθηση και η κατανόηση συσχετίζονται
σε ένα συνεχές περιβάλλον όπου ο πράκτορας μαθαίνει end-to-end να "γειώνει" μια γλωσ-
σική έκφραση, να αντιλαμβάνεται δηλαδή, και τη φυσική υπόσταση των λέξεων. Συνδυάζει,
λοιπόν, τη χρήση της γλώσσας για ολοκλήρωση ενός προβλήματος με τα οπτικά ερεθίσματα
(pixels) που δέχεται κάθε φορά σαν είσοδο.

Για τις προσομοιώσεις, χρησιμοποιήθηκε μια εκτεταμένη έκδοση του DeepMind Lab όπου ο
πράκτορας πρέπει να βρει και να συλλέξει αντικείμενα δεχόμενος μία γλωσσική περιγραφή σε
κείμενο. Ο πράκτορας δέχεται συνεχή οπτικά ερεθίσματα ως είσοδο μαζί με την εντολή γραμ-
μένη σε κείμενο. Εντοπίζονται 4 δομικά στοιχεία που αφορούν την όραση (vision module),
τη γλώσσα (language module), τη μίξη αυτών (mixing module) και την ενέργεια (action
module). Επιπλέον, ως προς τις τεχνικές της Ενισχυτικής Μάθησης χρησιμοποιείται ο Αλ-
γόριθμος Advantage Actor-Critic [?]. Ενδιαφέρον στη μελέτη αυτή συναντάται και στην
πρόβλεψη ενός πράκτορα σχετικά με το πώς αναμένει να μεταβληθεί ο κόσμος ανάλογα με
τις δράσεις του (temporal autoencoding).
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Ενδιαφέρουσα προσέγγιση είναι και αυτή του Mikolov [78] όπου ερευνά τα βασικά χαρακτη-
ριστικά τα οποία θα πρέπει να έχει ένα ευφυές σύστημα δίνοντας έμφαση στις έννοιες της
επικοινωνίας και της μάθησης. Όσον αφορά την επικοινωνία, ενδεικτικά αναφέρεται οτι αυτή
θα πρέπει να είναι διαδραστική και πως τα συστήματα που θα παραχθούν θα πρέπει να έχουν
την ικανότητα να επικοινωνούν με τους ανθρώπους προκειμένου να μπορούμε να κατανοούμε
τα αποτελέσματα που παράγονται ενώ όσον αφορά την ικανότητα μάθησης ένα σύστημα θα
πρέπει να προσαρμόζεται, να αυτοδιορθώνεται και να αποκτά κίνητρα. Εξαιρετικό ενδιαφέ-
ρον παρουσιάζει η ιδέα χρήσης ενός Δασκάλου που θα οδηγήσει έναν πράκτορα-μαθητή να
μαθαίνει τη γλώσσα.

Η επικοινωνία πραγματοποιείται μέσω καναλιών I/O (Input/Output) για λόγους απλότητας.
Παρόλα αυτά, όσο πιο περίπλοκο το περιβάλλον, τόσο πιο σύνθετες θα είναι και οι στρατη-
γικές που θα δημιουργηθούν και έτσι αυτό το περιβάλλον επικοινωνίας θεωρείται πως είναι
μια εσφαλμένη αναπαράσταση των πραγματικών περιβάλλοντων [29]. Εξαιρετικό ενδιαφέρον
εμφανίζει, επίσης, και η χρήση πολυπρακτορικών συστημάτων όπως συναντάται στα [58] και
[85].

6.4 Εισαγωγή στις Διαπραγματεύσεις

Σύμφωνα με τους Pruitt και Carnevale [97], με τον όρο διαπραγμάτευση καλούμε τον διά-
λογο που στοχεύει στην επίτευξη μιας συμφωνίας μεταξύ πρακτόρων με αντικρουόμενα συμ-
φέροντα. Από την στιγμή, λοιπόν, που τα συμφέροντα δύο ή περισσότερων οντοτήτων είναι
αντικρουόμενα και προκύπτει η ανάγκη εύρεσης κάποιας συναίνεσης, προκύπτουν ως φυσικό
επακόλουθο διαπραγματεύσεις. Αυτές, λοιπόν, αποτελούν αναπόσπαστο κομμάτι της καθημε-
ρινότητας και εμφανίζονται από απλές περιστάσεις όπως είναι η διαπραγμάτευση κάποιας τιμής
για ένα προϊόν σε ένα κατάστημα μέχρι σε πιο σύνθετες καταστάσεις με έντονο οικονομικό
αντίκτυπο όπως μπορεί να είναι η διαπραγμάτευση μεταξύ δύο ή περισσότερων μονοπωλίων
ή οικονομικών κολοσσών. Στην εκπόνηση της παρούσας διπλωματικής εργασίας, δίνεται έμ-
φαση στη διαπραγμάτευση μεταξύ δύο πρακτόρων η οποία αποτελεί την βάση για τη μελέτη
προβλημάτων διαπραγμάτευσης μεταξύ περισσότερων των δύο πρακτόρων.

Η διαπραγμάτευση, κατά τον John Nash [86], μπορεί να θεωρηθεί και ως ένα "παιχνίδι μη
μηδενικού αθροίσματος" (nonzero-sum game). Αυτή η προτεινόμενη αντιμετώπιση έρχεται
σε αντιστοιχία με την προσέγγιση των von Neumann και Morgenstern [128] και σε αντίθεση
με την φιλοσοφία οικονομικών προσεγγίσεων ως προς το διμερές μονοπώλιο των Cournot,
Bowley, Tintner και Fellner, όπως αναφέρεται στο [86]. Επιπλέον, σε τέτοιου είδους παίγνια
τίθεται το ζήτημα της ύπαρξής κάποιας "λογικής" συμπεριφοράς (rational behavior). Παρόλα
αυτά, ο προσδιορισμός της είναι αρκετά δύσκολος και επιτυγχάνεται υποθέτοντας τα κίνητρα
και τις ανάγκες κάθε πράκτορα. Η μερική ή ολική ικανοποίηση κάποιων από των αναγκών
αυτών θα πρέπει να αποδίδει μια ικανοποίηση.

Επιπλέον, ένας πράκτορας σχηματίζει σε κάποιο παίγνιο μια προσμονή (anticipation), δηλαδή
μια προσδοκία που απαρτίζεται είτε από μια βεβαιότητα σχετικά με κάποιο ενδεχόμενο είτε από
πιθανότητες μεταξύ διαφόρων ενδεχομένων. Ο Nash, λοιπόν, ανέπτυξε τις προϋποθέσεις υπό
τις οποίες μπορεί να προκύψει μια ικανοποιητική συνάρτηση ωφελιμότητας (utility function), η
οποία μπορεί να αποδώσει μια πραγματική τιμή σε κάθε προσμονή κάθε πράκτορα. Συνήθως,
σε προβλήματα διαπραγμάτευσης αντικειμένων μια ικανοποιητική προσέγγιση συνάρτησης
ωφελιμότητας σχετίζεται με την ίδια την αξία των αντικειμένων αυτών.
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Στο σημείο αυτό να τονιστεί οτι αυτοσκοπός μιας πετυχημένης διαπραγμάτευσης είναι η
επίτευξη μιας συναίνεσης, με την έννοια οτι αν δεν υπάρχει δυνατότητα συναίνεσης, δεν υφί-
σταται η έννοια της διαπραγμάτευσης [63]. Επιπλέον, άλλοτε παρουσιάζονται παίγνια όπου η
ήττα ενός πράκτορα αντιστοιχεί σε νίκη του άλλου και άλλοτε παρουσιάζονται παίγνια στα
οποία και οι δύο πράκτορες επιδιώκουν την καλύτερη δυνατή "κοινωνική" έκβαση. Αξιοση-
μείωτο, επίσης, να αναφερθεί είναι το γεγονός οτι τα παίγνια αυτά μπορούν να αποτελέσουν
πρόσφορο έδαφος δημιουργίας αυτόματων συστημάτων διαπραγμάτευσης [4], τα οποία μπο-
ρούν να ανταγωνιστούν άλλα αυτόματα συστήματα συμπεριλαμβανομένου και του εαυτού
τους.

6.5 Σύνοψη

Το πρόβλημα της διαπραγμάτευσης αποτελεί ένα από τα δυσκολότερα προβλήματα καθορι-
σμένου σκοπού (task-oriented) κι ο λόγος έγκειται στο γεγονός οτι απαιτεί το συνδυασμό
πλούσιων γλωσσικών χαρακτηριστικών μαζί με συλλογιστική ικανότητα. Μπορεί να αντιμε-
τωπιστεί με τις δύο διαφορετικές προσεγγίσεις που αναφέρθηκαν, την bottom-up και την
top-down. Εμείς δίνουμε έμφαση στη δεύτερη προκειμένου να εκμεταλλευτούμε μια πληθώρα
σύγχρονων μοντέλων που στιγματίζουν τα τελευταία χρόνια την κοινότητα της Επεξεργα-
σίας Φυσικής Γλώσσας. Δεδομένης αυτής της επιλογής, μπορούμε να χρησιμοποιήσουμε δύο
διαφορετικά είδη αρχιτεκτονικών: τις end-to-end και τις modular αρχιτεκτονικές. Στο Κε-
φάλαιο 7, δίνουμε έμφαση στις end-to-end αρχιτεκτονικές αλλά αποδομώντας το υπό μελέτη
πρόβλημα διαπραγμάτευσης σε υποπροβλήματα και προτείνοντας μοντέλα που τα βελτιώνουν
επιχειρούμε να κάνουμε και μια νύξη σε modular αρχιτεκτονικές. Όπως θα δούμε στη συνέ-
χεια, ένα πρόβλημα διαπραγμάτευσης απαιτεί να μπορούμε να παράγουμε γλώσσα (γλωσσική
μοντελοποίηση), να μπορούμε να κατανοούμε τις προσφορές που μας κάνει ένας πράκτορας
(ανάγεται σε πρόβλημα ταξινόμησης) και να λαμβάνουμε τις κατάλληλες αποφάσεις (πρόβλημα
βέλτιστης λήψης απόφασης). Τα δύο πρώτα προβλήματα μελετώνται στο Κεφάλαιο 7 ενώ το
τελευταίο πρόβλημα συναντάται στο Κεφάλαιο 8.



Κεφάλαιο 7

Εφαρμογή End-to-End
Task-oriented Διαλογικών
Συστημάτων σε Προβλήματα
Διαπραγμάτευσης

7.1 Εισαγωγή

Το πρόβλημα της διαπραγμάτευσης αποτελεί ένα ενδιαφέρον πρόβλημα τόσο από θεωρητική
όσο και από πρακτική σκοπιά. Εστιάζοντας στο πρόβλημα της διαπραγμάτευσης, η δυσκολία
του έγκειται στο γεγονός οτι σε ένα διάλογο τέτοιου σκοπού συνυπάρχουν χαρακτηριστικά
που απαιτούν από ένα διαλογικό σύστημα γλωσσική επάρκεια και συγχρόνως συλλογιστι-
κές ικανότητες. Στο Κεφάλαιο αυτό, μελετάται η χρήση end-to-end διαλογικών συστημάτων
που βασίζονται στα μοντέλα που προτείνονται από τη Facebook [65]. Παρόλα αυτά, γίνεται
σε αρκετά σημεία νύξη για χρησιμοποίηση και modular αρχιτεκτονικών που θα μπορούσαν
να λειτουργήσουν αποδοτικότερα σε ορισμένες εργασίες (tasks). Οι δύο αυτές προσεγγίσεις
έχουν διαφορετικά πλεονεκτήματα και μειονεκτήματα, τα οποία ένας μηχανικός θα πρέπει
να γνωρίζει εκ των προτέρων. Ανεξαρτήτως της δυσκολίας των προβλημάτων διαπραγμάτευ-
σης, το αποτέλεσμα τους γίνεται εύκολα αντιληπτό και συνεπώς εξίσου εύκολα μπορεί να
αξιολογηθεί και η επιτυχία των διαλογικών συστημάτων.

Αρχικά, μελετάται ένα πρόβλημα διαπραγμάτευσης τριών αντικειμένων μεταξύ δύο πρακτόρων
(multi-issue bargaining) που εισήχθηκε από τη Facebook. Αφότου αναπαραχθούν οι αρχι-
τεκτονικές του [65], προτείνονται στην Ενότητα 7.1.5 κάποιες τροποποιήσεις των μοντέλων.
Στην πορεία διαχωρίζεται το υπό μελέτη πρόβλημα σε υποπροβλήματα. Αρχικά, ένα μοντέλο
χρειάζεται να παράγει γλώσσα (language modeling και generation, Ενότητα 7.3), να κατανοεί
τις προτάσεις του αντιπάλου του (ανάγεται σε πρόβλημα κατηγοριοποίησης, Ενότητα 7.2) και
να επιλέγει τις κατάλληλες ενέργειες. Το τελευταίο βήμα, αν και αποτελεί τον ακρογωνιαίο
λίθο μιας τέτοιας υλοποίησης κρίνεται οτι χρειάζεται διαφορετικό τρόπο ανάλυσης από αυτόν
που προτείνεται στο [65]. Για το λόγο αυτό, μελετάται ξεχωριστά στο επόμενο Κεφάλαιο.
Για τα δύο πρώτα υποπροβλήματα, κάνοντας χρήση των Transformers και της Μεταφοράς
Μάθησης (Transfer Learning), προτείνονται κάποιες αρχιτεκτονικές που αποδεικνύονται ως
βέλτιστες.
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7.1.1 Περιγραφή Deal Or No Deal

To Deal Or No Deal αποτελεί ένα task που σχηματίστηκε από τη Facebook προκειμένου να
μελετήσει με end-to-end αρχιτεκτονικές το πρόβλημα της διαπραγμάτευσης σε ημισυνεργα-
τικά περιβάλλοντα δίνοντας έμφαση τόσο στα γλωσσικά όσο και στα στρατηγικά χαρακτηρι-
στικά του προβλήματος [65]. Αρχικά, σε κάθε πράκτορα (agent) εμφανίζονται τα διαθέσιμα
αντικείμενα προς διαπραγμάτευση και μία συνάρτηση ανταμοιβής, η οποία καθορίζει και τη
βαθμολογία του πράκτορα ανάλογα με το αποτέλεσμα της διαπραγμάτευσης. Μολονότι τα
διαθέσιμα αντικείμενα είναι ορατά και από τους δύο πράκτορες, δεν συμβαίνει το ίδιο και
με τις συναρτήσεις ανταμοιβών. Κάθε πράκτορας είναι σε θέση να γνωρίζει μόνο τη δική
του συνάρτηση ανταμοιβών, η οποία προσδιορίζει την προσωπική του προσέγγιση για την
αξία κάθε αντικειμένου. Στόχος, λοιπόν, είναι η επίτευξη συμφωνίας στο διαμοιρασμό των
αντικειμένων μέσω ενός καναλιού επικοινωνίας όπου οι πράκτορες συνδιαλέγονται σε φυσική
γλώσσα. Η διεπαφή που προτείνεται για τη συλλογή των δεδομένων και περιγράφεται από το
Σχήμα 7.1 αποτελεί προσαρμοσμένη έκδοση της διεπαφής που συναντάται στο [20]. Μέσω
των μηνυμάτων κάθε πράκτορας επιδιώκει να αναγνωρίσει την συνάρτηση ανταμοιβών του
άλλου πράκτορα προκειμένου να οδηγηθεί σε μία συμφέρουσα συμφωνία. Όταν κάποιος πρά-
κτορας επιλέξει οτι έχει πραγματοποιηθεί η συμφωνία, τότε και οι δύο πράκτορες δηλώνουν
ποιος είναι ο διαμοιρασμός των αντικειμένων στον οποίο συμφωνούν. Αν είναι διαφορετικός,
τότε δεν λαμβάνουν καμία επιβράβευση.

Σχήμα 7.1: Διεπαφή Διαπραγμάτευσης για τη Συλλογή Δεδομένων. Παρουσιάζονται τα
διαθέσιμα αντικείμενα με τις αντίστοιχες αξίες (Αριστερά) και το Κανάλι Επι-
κοινωνίας (Δεξιά) [65]

7.1.2 Σχετική Βιβλιογραφία

Το υπό μελέτη πρόβλημα είναι βασισμένο στην υλοποίηση του Devault [22] και ανήκει στην
κατηγορία προβλημάτων "multi-issue bargaining", όπου η διαπραγμάτευση πραγματοποιείται
πάνω σε ένα πεπερασμένο αριθμό αντικειμένων προκαθορισμένων κατηγοριών. Σε αντίθεση
με το Κεφάλαιο 8, η επικοινωνία δεν γίνεται με τη χρήση προκαθορισμένων συμβολικών
πράξεων, αλλά αντιθέτως φέρει μεγαλύτερη ποικιλομορφία. Το πρόβλημα που μελετάται από
τη Facebook, μεταξύ άλλων, διαφέρει από το πρόβλημα του Devault στο γεγονός οτι περιο-
ρίζεται σε γραπτούς διαλόγους. Αντίστοιχες προσεγγίσεις που έχουν συνδυάσει τη φυσική
γλώσσα με την επίτευξη συγκεκριμένου σκοπού που ταυτόχρονα απαιτεί τη λήψη κάποια από-
φασης είναι αυτές των Rosenfeld [102], Cuayáhuitl [17] και Keizer [52]. Ιδιαίτερο ενδιαφέρον
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παρουσιάζει επίσης και η μελέτη του Cao [11], όπου μελετάται η χρήση πολυπρακτορικής
ενισχυτικής μάθησης ως η ενδεδειγμένη μέθοδος για την εμφάνιση και δημιουργία γλώσσας
μεταξύ των διαφόρων πρακτόρων που αποσκοπούν να λύσουν ένα συγκεκριμένο πρόβλημα.

7.1.3 Δεδομένα

Το σύνολο των δεδομένων που χρησιμοποιούνται για την μελέτη της εφαρμογής task-oriented
διαλογικών συστημάτων σε προβλήματα διαπραγματεύσεων βασίζεται στα δεδομένα που συλ-
λέχθηκαν από ανθρώπους που διαπραγματεύονταν σε ήμι-συνεργατικά (semi-cooperative)
περιβάλλοντα [65] αποσκοπώντας στον διαμοιρασμό τριών διαφορετικών ειδών αντικειμένων
τα οποία μπορεί να συναντώνται και με διαφορετική πληθικότητα.

Οι διάλογοι συλλέχθηκαν χρησιμοποιώντας το Amazon Mechanical Turk και αξιοποιώντας
εργαζόμενους (workers) από την Αμερική με υψηλή αξιοπιστία όπου με την επίτευξη συμ-
φωνίας κάθε διαλόγου λάμβαναν επιπρόσθετα χρήματα προκειμένου να τους δημιουργηθεί
επιπλέον κίνητρο. Συλλέχθηκαν 5808 διάλογοι που περιγράφουν 2236 διαφορετικά σενάρια
(λόγω συμμετρίας προκύπτουν 5808*2=11616 διάλογοι). Με τον όρο σενάριο καλείται μια
εκδοχή διαπραγμάτευσης με συγκεκριμένα διαθέσιμα αντικείμενα και συγκεκριμένες συναρ-
τήσεις ανταμοιβών για κάθε πράκτορα. Ως σετ αξιολόγησης (test set), χρησιμοποιούνται
526 διάλογοι και συγκεκριμένα 252 σενάρια με σκοπό να ερευνηθεί αν τα μοντέλα διαπραγ-
μάτευσης μπορούν όντως να γενικεύσουν σε νέα σενάρια (λόγω συμμετρίας προκύπτουν
526*2=1052 διάλογοι). Στον Πίνακα 7.1 παρουσιάζονται αναλυτικά όλα τα απαραίτητα στοι-
χεία που περιγράφουν το σύνολο των δεδομένων που έχει συλλεχθεί από το [65]. Παρόλα
αυτά σε αυτό το σημείο πρέπει να τονιστεί οτι στα δεδομένα τα οποία είναι διαθέσιμα μαζί
με τον κώδικα της υλοποίησης από τη Facebook 1, το training σετ αποτελείται από 10095
προτάσεις, το validation set αποτελείται από 1087 προτάσεις και το test set αποτελείται από
1052 προτάσεις.

Συγκεκριμένα, παρουσιάζονται το σύνολο των διαθέσιμων διαλόγων (# of Dialogues), το
μέσο πλήθος turns ανά διάλογο (Avg. Turns), το μέσο πλήθος λέξεων ανά στιχομυθία (Avg.
Words per Turn), το ποσοστό διαλόγων που οδήγησαν σε συμφωνία (Agreed(%)), η μέση
βαθμολογία με μέγιστο το 10 (Avg. Score(/10)) και το ποσοστό βέλτιστων κατά Pareto
διαλόγων (Pareto Optimal(%)). Ένας διάλογος μπορεί να χαρακτηριστεί ως βέλτιστος κατά
Pareto εφόσον καμία αλλαγή στο διαμοιρασμό των αντικειμένων δεν μπορεί να οδηγήσει σε
ικανοποίηση για όλους τους πράκτορες (σε αυτή την περίπτωση και για τους δύο πράκτορες
που συνδιαλέγονται).

Πίνακας 7.1: Στατιστικά Στοιχεία για την Περιγραφή του Συνόλου των Δεδομένων του
Deal Or No Deal [65]

Metric Dataset
# of Dialogues 5808
Avg. Turns 6.6

Avg. Words per Turn 7.6
Agreed(%) 80.1%

Avg. Score(/10) 6.0
Pareto Optimal(%) 76.9%

1https://github.com/facebookresearch/end-to-end-negotiator/tree/690817765705b229e15b55be53a0782f65063ed7
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Σχήμα 7.2: Μετατροπή Διαλόγου μεταξύ Ανθρώπων στο Amazon Mechanical Turk (Αρι-
στερά) σε Δεδομένα Εκπαίδευσης (Δεξιά) και από τις δύο οπτικές παικτών
[65]

7.1.4 Baseline Αρχιτεκτονική

Το baseline μοντέλο που θα χρησιμοποιηθεί είναι αυτό που περιγράφεται από τη Facebook
[65] στην ενότητα 3 της αντίστοιχης δημοσίευσης. Πρόκειται για ένα Seq2Seq μοντέλο που
χρησιμοποιεί 4 ακολουθιακά μοντέλα τύπου GRUs [13]: GRUw, GRUg, GRUo⃗ και GRU ⃗o

όπως θα περιγραφούν στη συνέχεια.

Κάθε παίκτης λαμβάνει ως είσοδο τον στόχο g (goal) που περιέχει τα διαθέσιμα αντικεί-
μενα για τον εκάστοτε γύρο μαζί με τις αντίστοιχες αξίες αυτών που είναι μοναδικές και
διαφορετικές από αυτές του αντιπάλου του, τις λέξεις w που απαρτίζουν τον διάλογο, και το
αποτέλεσμα o της διαπραγμάτευσης.

Σχήμα 7.3: Αρχιτεκτονική Baseline Μοντέλου στην Επιβλεπόμενη Μάθηση (Αριστερά)
και στην Αποκωδικοποίηση και την Ενισχυτική Μάθηση (Δεξιά) [65]

7.1.4.1 Αναπαράσταση του Στόχου

Αρχικά, κωδικοποιείται η πληροφορία σχετικά με τον αρχικό στόχο g. Υπάρχουν δύο προ-
σεγγίσεις. Η πρώτη χρησιμοποιεί ένα αναδρομικό νευρωνικό δίκτυο GRU και η δεύτερη ένα
απλό νευρωνικό δίκτυο. Όσον αφορά την πρώτη προσέγγιση, χρησιμοποιώντας ένα Gated
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Recurrent Unit που συμβολίζεται ως GRUg, λαμβάνεται η έξοδος από το τελευταίο hidden
state ως η επιθυμητή αναπαράστασή hg. Ο στόχος g, όπως προαναφέρθηκε, αποτελείται τόσο
από τα διαθέσιμα αντικείμενα όσο και από τις αξίες αυτών. Σε αυτή την κωδικοποίηση δεν
υφίσταται διαχωρισμός μεταξύ αντικειμένων και αξιών. Προτού εισαχθεί ο στόχος g στο εκά-
στοτε δίκτυο, διέρχεται πρώτα από ένα κωδικοποιητή Embedder που μετατρέπει τον στόχο
αυτό σε μία αναπαράσταση. Στη συνέχεια, τα embeddings αυτά εισάγονται στο GRUg και
λαμβάνεται εν τέλει η αναπαράσταση hg. Η αρχικοποίηση των βαρών τόσο του κωδικοποιητή
όσο και αυτών του μοντέλου γίνεται με τη χρήση ομοιόμορφης κατανομής.

hgt = GRUg(h
g
t−1, gembedded) (7.1)

Όσον αφορά τη δεύτερη προσέγγιση, επιδιώκεται να διαφοροποιηθούν οι τιμές του g που
αφορούν το πλήθος αντικειμένων και την αξία αυτών. Έτσι, αν το διάνυσμα g είναι της παρα-
κάτω μορφής, g = [nbooks, vbooks, nhats, vhats, nballs, vballs] , όπου με nαντικείμενο και vαντικείμενο
συμβολίζεται το πλήθος και η αξία του διαθέσιμου αντικείμενου αντίστοιχα, δημιουργούνται
δύο νέα διανύσματα [nbooks, nhats, nballs] και [vbooks, vhats, vballs]. Κάθε ένα από αυτά διέρχε-
ται από ένα διαφορετικό κωδικοποιητή Embedder που μετατρέπει τα διανύσματα αυτά στις
κατάλληλες αναπαραστάσεις. Στη συνέχεια, πολλαπλασιάζονται μεταξύ τους στοιχείο προς
στοιχείο και δημιουργούν ένα ενιαίο διάνυσμα. Τέλος, η ζητούμενη αναπαράσταση προκύπτει
με την εφαρμογή της tanh() και ένα γραμμικό layer που τα μετατρέπει στο επιθυμητό μέγε-
θος. Ανεξαρτήτως προσέγγισης, η κωδικοποίηση του στόχου g, συμβολίζεται ως hg σε όλες
τις υπόλοιπες διαδικασίες που ακολουθούν. Η υλοποίηση που επιχειρείται από τους ερευνητές
της Facebook εστιάζει στην πρώτη προσέγγιση.

7.1.4.2 Γλωσσική Μοντελοποίηση

Δεδομένων των διαλόγων και των παρελθοντικών tokens, πρέπει να δημιουργηθεί ένα μοντέλο
το οποίο να έχει την ικανότητα να προβλέπει το επόμενο token xt. Για τον σκοπό αυτό, οι
ερευνητές της δημοσίευσης, σε κάθε χρονική στιγμή t, χρησιμοποιούν ένα μοντέλο GRUw το
οποίο λαμβάνει ως είσοδο το hidden state του μοντέλου ht−1, την embedded αναπαράσταση
του προηγούμενου token Ext−1 (με E συμβολίζεται ο πίνακας των embeddings) και την
αναπαράσταση hg. Στην είσοδο, λοιπόν, δεν εισέρχεται μόνο το xt−1 όπως σε κάθε Γλωσσικό
Μοντέλο που έχουμε αναλύσει ως τώρα στην Ενότητα 4 αλλά και το hg προκειμένου να
κωδικοποιηθεί η πληροφορία που αφορά τόσο το γλωσσικό περιεχόμενο όσο και το context
του διαλόγου.

ht = GRUw(ht−1, [Ext−1, h
g]) (7.2)

Η αναπαράσταση ht χρησιμοποιείται στη συνέχεια για την πρόβλεψη του token xt. Συνδέουν,
επιπλέον, τον πίνακα E με το ht όπως στο [73]. H τεχνική αυτή είναι γνωστή ως weight tying.
Αντί να χρησιμοποιηθούν δύο διαφορετικοί πίνακες, ένας που να μετατρέπει την είσοδο σε
embeddings και ένας που να μετατρέπει την έξοδο του μοντέλου στην είσοδο της softmax,
χρησιμοποιείται ένας πίνακας. Συνήθως η μέθοδος αυτή χρησιμοποιείται για την αποφυγή του
overfitting και συνεπώς αντιστοιχεί σε μια μορφή κανονικοποίησης (regularization). Τέλος,
η εξίσωση 7.3 χρησιμοποιείται για την παραγωγή του επόμενου token.

p(xt|x0...t−1, g) ∝ exp(E⊤ht) (7.3)
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7.1.4.3 Ταξινόμηση

Εκτός από τη γλωσσική επάρκεια που θα πρέπει να διακατέχει το μοντέλο, καλούμαστε να προ-
βλέψουμε και το αποτέλεσμα του διαλόγου, τον διαμοιρασμό, δηλαδή, των αντικειμένων στον
οποίο θα συμφωνήσουν οι δύο πράκτορες. Με o αναπαρίσταται ένα σετ από tokens τα οποία
αντιστοιχούν στο αποτέλεσμα της διαπραγμάτευσης. Το πρόβλημα αυτό, λοιπόν, εμπίπτει στο
είδος προβλημάτων ταξινόμησης (classification). Κάθε σετ αποτελείται από 6 αντικείμενα της
μορφής [booksA = 1, hatsA = 0, ballsA = 1, booksB = 0, hatsB = 4, ballsB = 0].
Τα πρώτα 3 στοιχεία αντιστοιχούν στην επιλογή του ενός πράκτορα και τα υπόλοιπα 3 στην
επιλογή του άλλου πράκτορα. Για κάθε ένα από τα 6 στοιχεία, χρησιμοποιείται και ένας δια-
φορετικός ταξινομητής. Στο σύνολο, λοιπόν, προτείνονται 6 ταξινομητές. Οι έξοδοι, λοιπόν,
των ταξινομητών αυτών είναι ανεξάρτητοι μεταξύ τους. Μολονότι αποτελεί μια ενδιαφέρουσα
ιδέα η χρήση ενός ταξινομητή για κάθε ένα αντικείμενο από τη σκοπιά και των δύο παικτών,
αξίζει να σχολιαστεί πως αν ένας εκ των 6 ταξινομητών σφάλει τότε στην πράξη όλη η πρό-
βλεψη είναι εσφαλμένη. Με αυτό τον τρόπο ίσως είναι πιθανή η επίτευξη χαμηλού σφάλματος
με ταυτόχρονα χαμηλή ακρίβεια.
Οι ταξινομητές αυτοί μοιράζονται αμφίδρομες GRUs [5] και γίνεται χρήση του Μηχανισμού
Προσοχής [5]. Συγκεκριμένα, από τις Εξισώσεις 7.4 και 7.5 προκύπτουν τα διανύσματα ho⃗t
και h ⃗o

t τα οποία στη συνέχεια συνενώνονται και σχηματίζουν το διάνυσμα hot όπως περιγρά-
φεται στην Εξίσωση 7.6. Σημειώνεται πως η φορά των o⃗ και ⃗o προσδιορίζει την φορά εισόδου
των δεδομένων στο GRU. Στη συνέχεια, οι Εξισώσεις 7.7 και 7.8 περιγράφουν τον Μηχα-
νισμό Προσοχής (Attention) όπου προκύπτουν τα at. Ακόμα, στην Εξίσωση 7.8, τα βάρη
εφαρμόζονται στο διάνυσμα ht, όπως έχει οριστεί στην Εξίσωση 7.2, και συνενώνεται το
αποτέλεσμα με το διάνυσμα hg (Εξίσωση 7.1). Στην Εξίσωση 7.9, το αποτέλεσμα μετασχη-
ματίζεται γραμμικά διέρχεται από τη συνάρτηση ενεργοποίησης tanh(·), όπου δημιουργείται
το διάνυσμα hs. Τέλος, στην Εξίσωση 7.10, προκύπτουν οι 6 ταξινομητές που συζητήσαμε
για i = {1, 2, 3, 4, 5, 6} με παραμέτρους W oi αντίστοιχα.

ho⃗t = GRUo⃗(h
o⃗
t−1, [Ext, ht]) (7.4)

h ⃗o
t = GRU ⃗o(h

⃗o
t+1, [Ext, ht]) (7.5)

hot = [ho⃗t , h
⃗o

t ] (7.6)
hat = W a[tanh(W hhot )] (7.7)

at =
exp(what )∑
t′ exp(wh

a
t )

(7.8)

hs = tanh(W s[hg,
∑
t

atht]) (7.9)

pθ(i|x0...t−1, g) ∝ exp(W oihs) (7.10)

7.1.5 Προτεινόμενη Αρχιτεκτονική

Η προτεινόμενη αρχιτεκτονική αντικαθιστά τα Αναδρομικά Νευρωνικά Δίκτυα τύπου GRU με
LSTMs. Επιπλέον, στο μοντέλο εισάγονται και προεκπαιδευμένα διανύσματα λέξεων τύπου
Glove αντικαθιστώντας την παραγωγή διανυσμάτων λέξεων που αρχικοποιούνται τυχαία και
βελτιστοποιούνται κατά την εκμάθηση του μοντέλου. Συνεπώς, προκύπτουν 3 επιπρόσθετες
υλοποιήσεις. Συνολικά, μελετώνται

• GRU και Τυχαία αρχικοποιημένα διανύσματα λέξεων (baseline)
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• LSTM και Τυχαία αρχικοποιημένα διανύσματα λέξεων

• GRU και Προεκπαιδευμένα Διανύσματα Λέξεων (Glove)

• LSTM και Προεκπαιδευμένα Διανύσματα Λέξεων (Glove)

7.1.5.1 Συνάρτηση Κόστους

Η συνάρτηση κόστους απαρτίζεται από δύο μέρη. Το πρώτο αφορά το σφάλμα της πρόβλεψης
του επόμενου token της ακολουθίας και η δεύτερη αφορά το σφάλμα της πρόβλεψης της
έκβασης του διαλόγου. Οι συγγραφείς για να ζυγίσουν την συνεισφορά κάθε σφάλματος
στο πρόβλημα χρησιμοποιούν μια υπερπαράμετρο a, όπως φαίνεται στην παρακάτω Εξίσωση.
Οπότε,

L(θ) = −
∑
x,g

∑
t

log p(xt|x0...t−1, g)−
∑
x,g,o

∑
j

log p(oj |x0...T , g) (7.11)

Σημειώνεται οτι με T συμβολίζεται το μήκος της δοθείσας ακολουθίας από tokens. Ακόμα,
σύμφωνα με την δημοσίευση [65], δηλώνεται οτι η προσέγγισή τους διαφοροποιείται από αυτή
των Vinyals και Le [127] ως προς το γεγονός οτι οι παράμετροι είναι ίδιες για την εισαγωγή
και την παραγωγή (weight tying).

7.1.5.2 Decoding

Κατά την αποκωδικοποίηση, το μοντέλο, δεδομένης της ιστορίας του διαλόγου και του στόχου
g, καλείται να παράγει το επόμενο token xt.

xt ∼ p(xt|x0...t−1, g) (7.12)

To μοντέλο παράγει διαδοχικά tokens έως ότου παράξει ένα ειδικό end-of-turn token που
δηλώνει και το πέρας της πρότασης. Εκεί τερματίζει η παραγωγή και η απάντηση στέλνεται
στον άλλο πράκτορα. Στην περίπτωση που κάποιος από τους δύο παίκτες παράξει το end-
of-dialogue token τότε η διαπραγμάτευση τερματίζει. Στη συνέχεια, το μοντέλο καλείται να
αποφασίσει το αποτέλεσμα του διαλόγου. Όπως αναλύθηκε προηγουμένως, το αποτέλεσμα
αποτελείται από 6 στοιχεία, κάθε ένα από τα οποία προβλέπεται ανεξάρτητα από τα άλλα.
Έπειτα, διερευνάται αν το αποτέλεσμα του διαλόγου είναι εφικτό, δηλαδή αν κάθε αντικείμενο
έχει διαμοιραστεί σε έναν ακριβώς παίκτη.

o∗ = argmax
o∈O

∏
i

p(oi|x0...T , g) (7.13)

7.1.5.3 Μετρικές

H αξιολόγηση των Μοντέλων βασίζεται σε δύο διαφορετικές μετρικές όπου η μία αφορά την
αποτίμηση της γλωσσικής επάρκειας και η άλλη την ικανότητα του μοντέλου στο πρόβλημα
ταξινόμησης. Συγκεκριμένα, μετρώνται τα σφάλματα των μοντέλων για κάθε μία από τις
δύο διαδικασίες. Για τη γλωσσική μοντελοποίηση, χρησιμοποιείται η μετρική της Σύγχυσης
(Perplexity). Όσο μικρότερη είναι η τιμή της μετρικής αυτής τόσο καλύτερο είναι το Γλωσσικό
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Μοντέλο. Για την ακρίβεια, όσο μικρότερη είναι η μετρική αυτή τόσο καλύτερα προβλέπει
το μοντέλο ένα άγνωστο κείμενο που του δίνεται. Να σημειωθεί πως αυτό δεν σημαίνει
απαραίτητα οτι ένα μοντέλο με μεγαλύτερο perplexity δεν μπορεί να παράγει γλώσσα, η οποία
να είναι γραμματικά, συντακτικά και νοηματικά ορθή. Το μόνο συμπέρασμα που με βεβαιότητα
μπορεί να εξαχθεί είναι οτι ένα μοντέλο μας με μεγαλύτερο perplexity αδυνατεί να προβλέψει
μια ακολουθία του test set δεδομένης της εκπαίδευσης που έχει κάνει πάνω στο training
σετ σε σύγκριση με ένα μοντέλο με χαμηλότερο perplexity. Επιπλέον, επιχειρώντας την
αναπαραγωγή των αποτελεσμάτων της δημοσίευσης [65], χρησιμοποιείται και για το πρόβλημα
ταξινόμησης, το σφάλμα και το perplexity. Δοκιμάζεται, επιπρόσθετα των μετρικών αυτών
και η μετρική της ακρίβειας (accuracy).

7.1.6 Αποτελέσματα και Συζήτηση

Οι Πίνακες 7.2 και 7.3 συγκεντρώνουν τα αποτελέσματα της μελέτης που περιγράφηκε στις
προηγούμενες υποενότητες. Σημειώνεται πως στους προαναφερθέντες πίνακες τα αποτελέ-
σματα αναπαράχθηκαν από την παλιότερη έκδοση του κώδικα 2 η οποία εστιάζει στη δημο-
σίευση [65]. Η νεότερη έκδοση 3 επαυξάνει τον κώδικα και εστιάζει και στις αρχιτεκτονικές
που προτείνονται στη δημοσίευση [142]. Ακόμα, η μετρική της σύγχυσης (perplexity) για το
πρόβλημα της ταξινόμησης χρησιμποιείται μόνο στον κώδικα που πλαισιώνει την υλοποίηση
της δημοσίευσης [65].

Πίνακας 7.2: Αξιολόγηση Baseline Μοντέλου και Προτεινόμενων Μοντέλων με χρήση
LSTM και Glove Embeddings ως προς τη Γλωσσική Μοντελοποίηση

Valid PPL Test PPL
Baseline Likelihood (B) 5.661 5.476
B + Glove 6.065 5.844
B + LSTMs 5.648 5.467
B + Glove + LSTMs 6.003 5.823

Πίνακας 7.3: Αξιολόγηση Baseline Μοντέλου και Προτεινόμενων Μοντέλων με χρήση
LSTM και Glove Embeddings ως προς το Πρόβλημα Ταξινόμησης

Valid Select PPL Test Select PPL
Baseline Likelihood (B) 1.133 1.155
B + Glove 1.165 1.332
B + LSTMs 1.128 1.280
B + Glove + LSTMs 1.229 1.350

Παρατηρούμε πως οι διαφορές των μοντέλων είναι ανεπαίσθητες. Όσον αφορά τη γλωσσική
μοντελοποίηση, στο test σετ υπερτερεί το LSTM με Τυχαία Αρχικοποιημένα αλλά Εκπαι-
δευόμενα Διανύσματα Λέξεων ενώ στο Πρόβλημα της Ταξινόμησης υπερτερεί το Baseline
Μοντέλο. Επιπλέον, όσον αφορά το πρόβλημα ταξινόμησης, χρησιμοποιήθηκε και η μετρική
της ακρίβειας όπως αναφέρθηκε στο προηγούμενη υποενότητα. Το Baseline μοντέλο με το αρ-
κετά χαμηλό loss και κατ'επέκταση perplexity εμφανίζει μηδενική ακρίβεια (accuracy). Αυτό

2https://github.com/facebookresearch/end-to-end-negotiator/tree/690817765705b229e15b55be53a0782f65063ed7
3https://github.com/facebookresearch/end-to-end-negotiator
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μπορεί να οφείλεται στην αρχιτεκτονική που χρησιμοποιεί 6 ταξινομητές που αντιστοιχούν
ένας για κάθε αντικείμενο κάθε παίκτη. Αν το μοντέλο προβλέψει έστω και μία τιμή λά-
θος, τότε από άποψη σφάλματος, αυτό μπορεί να είναι μειωμένο αλλά από άποψη ακρίβειας
(accuracy), η πρόβλεψη θεωρείται λανθασμένη.

Στην πράξη, μια λάθος πρόβλεψη θα οδηγήσει σε λανθασμένα συμπεράσματα ενός πράκτορα
για την πορεία του διαλόγου. Ιδιαίτερα αν ο ταξινομητής δεν καταφέρνει να προβλέψει καμία
έκβαση σωστά, τότε όλη η λειτουργία του κρίνεται μη ωφέλιμη επί της ουσίας. Για το λόγο
αυτό, διαχωρίζονται τα προβλήματα γλωσσικής μοντελοποίησης και ταξινόμησης με τέτοιο
τρόπο ώστε να προβεί κανείς σε βελτιστοποιήσεις και στα δύο προβλήματα τα οποία είναι
σημαντικά για την επιτυχία της διαπραγμάτευσης. Σε αυτά προστίθεται και αυτό τις λήψης
απόφασης και της εξαγωγής στρατηγικών που επιχειρείται σε ένα αποδομημένο περιβάλλον
αποκομμένο από γλωσσικές εξαρτήσεις (Κεφάλαιο 8).

7.2 Το Πρόβλημα της Ταξινόμησης (Classification Task)

Σημαντικό ρόλο στα προβλήματα διαπραγματεύσεων έχει η δυνατότητα να μπορεί ένας πρά-
κτορας, δεδομένου ενός διαλόγου, να προβλέπει σε τι διαμοιρασμό αντικειμένων αποσκοπεί
ο διάλογος αυτός. Απαιτείται, λοιπόν, η δημιουργία ενός μοντέλου το οποίο θα αντιστοιχεί
ένα διάλογο, ο οποίος εισάγεται στο μοντέλο σε μορφή κειμένου, σε μία κατηγορία που
ανήκει σε ένα πεπερασμένο σύνολο πιθανών διαμοιρασμών των αντικειμένων. Το ζητούμενο
μοντέλο μπορεί να εκπληρώσει δύο σκοπούς. Ο πρώτος αφορά την πρόβλεψη της συμφωνίας
μεταξύ δύο πρακτόρων που λαμβάνει χώρα στο τέλος κάθε διαλόγου και ο δεύτερος αφορά
την πρόβλεψη της πρότασης διαμοιρασμού αντικειμένου ύστερα από την απάντηση του άλλου
πράκτορα. Είναι εμφανές πως ο δεύτερος σκοπός του μοντέλου αυτού είναι αναγκαίος σε
κάθε βήμα του διαλόγου, προκειμένου να εκληφθεί επιτυχώς η κατάσταση και η πορεία της
διαπραγμάτευσης.

Η υλοποίηση που παρουσιάζεται στην προηγούμενη Ενότητα, μολονότι επιτυγχάνει ένα χα-
μηλό σφάλμα (loss) και συνεπώς χαμηλή σύγχυση (perplexity) τόσο στο validation όσο και
στο test σετ, έχει πολύ χαμηλή ακρίβεια (accuracy) ως προς την πρόβλεψη της κατηγορίας
στην οποία αντιστοιχεί ο εκάστοτε διάλογος. Αυτό οφείλεται και στο γεγονός οτι αν ένα
εκ των έξι νευρωνικών δικτύων που χρησιμοποιούνται για την πρόβλεψη της πληθικότητας
κάθε αντικειμένου από την σκοπιά κάθε παίκτη, σφάλει, τότε όλη η πρόβλεψη θεωρείται
εσφαλμένη. Αν και ενδιαφέρουσα η οπτική της χρησιμοποίησης έξι δικτύων, ένα για κάθε
αντικείμενο κάθε παίκτη, σκοπός της εργασίας είναι ο πράκτορας να αντιλαμβάνεται με επιτυ-
χία την κατάσταση της διαπραγμάτευσης. Για το λόγο αυτό, η εστίαση θα γίνει στην επίτευξη
της υψηλότερης δυνατής ακρίβειας προκειμένου το μοντέλο να είναι λειτουργικό στην πράξη
και επί της ουσίας.

Παρουσιάζοντας αρκετές υλοποιήσεις κλασικών Ταξινομητών που συναντώνται σε πληθώρα
εφαρμογών, επιδιώκεται να αναδειχθεί η υπεροχή του BERT (Transformer) και της Μεταφο-
ράς Μάθησης (Transfer Learning). Ο Ταξινομητής που χρησιμοποιεί το BERT επιτυγχάνει
εξαιρετικά καλύτερα αποτελέσματα σε σύγκριση με κλασικές μεθόδους, με μικρές τροποποι-
ήσεις και σε ελάχιστο χρόνο βελτιστοποίησης στο συγκεκριμένο πρόβλημα. Επιπλέον, ο Τα-
ξινομητής που χρησιμοποιεί το BERT με ελάχιστες τροποποιήσεις μπορεί να εστιάσει και σε
διαφορετικά προβλήματα ταξινόμησης σε αντίθεση με τις κλασικές μεθόδους επιδεικνύοντας
την σπουδαιότητα της Μεταφοράς Μάθησης (Transfer Learning).
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7.2.1 Περιγραφή Προβλήματος Ταξινόμησης

Το πρόβλημα ταξινόμησης, όπως προαναφέρθηκε, αφορά τη δημιουργία ενός μοντέλου το
οποίο αντιστοιχεί ένα κείμενο, στην παρούσα εργασία έναν διάλογο, σε μια κατηγορία που ανή-
κει σε ένα πεπερασμένο σύνολο δυνατών διαμοιρασμών αντικειμένων. Συγκεκριμένα, ο μέγι-
στος αριθμός πληθικότητας κάθε αντικειμένου που παρατηρείται στα δεδομένα της Facebook
[65] είναι 4. Επειδή κανείς μπορεί να μην λάβει και κανένα αντικείμενο, μπορούν να υπάρξουν
(4+1)×(4+1)×(4+1) = 125 πιθανές εκβάσεις (το +1 αντιστοιχεί στην περίπτωση 0 αντικει-
μένων). Σε αυτές τις πιθανές εκβάσεις προστίθενται άλλες τρεις εκβάσεις που αντιστοιχούν
στη "διαφωνία", την "αποσύνδεση" και την "ασυμφωνία". Συνολικά, λοιπόν, προκύπτουν
128 πιθανές εκβάσεις και συνεπώς 128 κλάσεις διαμοιρασμών αντικειμένων. Να σημειωθεί οτι
ενώ μπορεί να είναι διαθέσιμα λιγότερα αντικείμενα σε ένα παιχνίδι διαπραγμάτευσης (λ.χ. "2
βιβλία, 1 καπέλο και 1 μπάλα") το μοντέλο θα πρέπει να διαλέξει την κατάλληλη κατηγορία
διαμοιρασμού αντικειμένων ανάμεσα και στις 128 πιθανές κατηγορίες και όχι ανάμεσα στις
(2+1)× (1+1)× (1+1)+3 = 15 πιθανές εκβάσεις. Το πρόβλημα γίνεται ακόμη πιο δύσκολο
καθώς αγνοείται στις υλοποιήσεις το πλήθος των διαθέσιμων αντικειμένων και η αντίστοιχη
αξία αυτών για κάθε παίκτη. Η είσοδος του μοντέλου, λοιπόν, είναι ολόκληρος ο διάλογος
μεταξύ των δύο παικτών και η ζητούμενη έξοδος είναι ένας δείκτης που αντιστοιχεί σε κάποια
από τις 128 πιθανές εκβάσεις του διαλόγου.

7.2.2 Δεδομένα

Τα δεδομένα που χρησιμοποιήθηκαν είναι τα ίδια που χρησιμοποιήθηκαν και στις προηγού-
μενες υλοποιήσεις. Περαιτέρω λεπτομέρειες αυτών μπορούν να αναζητηθούν στην Ενότητα
7.1.3.

7.2.3 Δημιουργία Λεκτικών Μονάδων (Tokenization)

Τα δεδομένα κειμένων θα πρέπει να έρθουν σε κατάλληλη μορφή προκειμένου να είναι αξιο-
ποιήσιμα από τα μοντέλα που χρησιμοποιούνται στη συνέχεια. Η πρώτη ενέργεια αφορά τη
δημιουργία λεκτικών μονάδων (tokenization). Για όλα τα μοντέλα έχει χρησιμοποιηθεί ένας
απλός Μετατροπέας κειμένων σε λεκτικές μονάδες (Tokenizer). O απλός αυτός Μετατροπέας
χωρίζει τις λέξεις ανάλογα με τα κενά (όχι σε επίπεδο χαρακτήρων) και μετατρέπει λέξεις
που περιέχουν κεφαλαία γράμματα σε μικρά. Στην περίπτωση, που εμφανιστεί λέξη που δεν
ανήκει στο λεξικό χρησιμοποιείται ένα ειδικό σύμβολο που δηλώνει οτι η λέξη είναι εκτος
λεξικού. Εξαίρεση αποτελεί η περίπτωση του BERT, στην οποία χρησιμοποιείται συγκεκρι-
μένος Tokenizer, όπως θα αναφερθεί στη συνέχεια. Για τη σύγκριση των αποτελεσμάτων, να
σημειωθεί πως ο Tokenizer των μοντέλων πλην του BERT είναι πιο απλός και το λεξικό του
αρκετά μικρότερο από αυτό του BERT.

7.2.4 Περιγραφή Μοντέλων

Αρχικά, πραγματοποιείται μια πρώτη σύγκριση μεταξύ των παραδοσιακών μεθόδων ταξινό-
μησης. Συγκεκριμένα χρησιμοποιήθηκε ένα Απλό Αναδρομικό Νευρωνικό Δίκτυο (Ενότητα
4.3) και στη συνέχεια υλοποιήθηκαν ταξινομητές που χρησιμοποιούσαν Gated Recurrent
Units (GRUs, Ενότητα 4.4), Αμφίδρομο Long Short Term Memory (LSTM, Ενότητα 4.6)



7.2 Το Πρόβλημα της Ταξινόμησης (Classification Task) 95

και Convolutional Neural Networks (CNNs, Ενότητα 2.4.1). Όλα τα μοντέλα χρησιμοποιούν
τον ίδιο Tokenizer που περιγράφτηκε στην Ενότητα 7.2.3.

Ως προς τα διανύσματα λέξεων, όλα τα μοντέλα πραγματοποιούν εκμάθηση των διανυσμά-
των λέξεων, τα οποία αρχικοποιούνται με τυχαίες τιμές. Για να επιτευχθεί και η σύγκριση
με προ-εκπαιδευμένα διανύσματα λέξεων, χρησιμοποιήθηκαν τα Διανύσματα Λέξεων (Glove
Embeddings, 3.5). Τα Glove Embeddings μπορούν να χρησιμοποιηθούν αμετάβλητα κατά
τη διαδικασία της εκπαίδευσης (frozen parameters) αλλά μπορούν και να βελτιστοποιούν τις
παραμέτρους τους (unfrozen parameters). Τα Glove Embeddings χρησιμοποιούνται στους
ταξινομητές που περιέχουν το μοντέλο CNN.

7.2.4.1 Απλό Αναδρομικό Νευρωνικό Δίκτυο (Simple RNN)

Το μοντέλο που χρησιμοποιείται σαν μοντέλο αναφοράς είναι ένα Απλό Νευρωνικό Δίκτυο
όπως περιγράφηκε στην Ενότητα 4.3. Η έξοδος που αντιστοιχεί στη τελευταία λέξη της
ακολουθίας, που εισάγεται στο μοντέλο, διέρχεται από ένα νευρωνικό δίκτυο, από το οποίο
εν τέλει προκύπτει το αποτέλεσμα της Ταξινόμησης. Όσον αφορά τις υπερπαραμέτρους της
υλοποίησης, το μέγεθος των διαστάσεων του Αναδρομικού Νευρωνικού Δικτύου ανέρχεται
στο 128 και τα διανύσματα λέξεων έχουν μήκος 100. Επιπλέον, χρησιμοποιείται πιθανότητα
dropout ίση με 0.1 και το Νευρωνικό Δίκτυο που χρησιμοποιείται στην έξοδο του Απλού
Αναδρομικού Νευρωνικού Δικτύου αποτελείται από ένα κρυφό στρώμα 100 νευρώνων. Το
μέγεθος του batch που χρησιμοποιήθηκε είναι 128 και επιπλέον εφαρμόστηκε και η τεχνική
της Πρόωρης Διακοπής (Early Stopping) με υπομονή (patience) ίση με 3. Ο μέγιστος αριθ-
μός εποχών είναι 30. Ο ρυθμός μάθησης learning rate αρχικά τίθεται στην τιμή 0.001 και
σταδιακά μειώνεται με βάση το ReduceLROnPlateau. Ο Βελτιστοποιητής (Optimizer) που
χρησιμοποιείται είναι ο Adam Optimizer και για την μέτρηση του σφάλματος χρησιμοποιείται
το Cross-Entropy Loss.

7.2.4.2 Αναδρομικό Νευρωνικό Δίκτυο με χρήση Gated Recurrent Units
(GRUs)

Στη συνέχεια, χρησιμοποιούνται οι ίδιοι παράμετροι με την μόνη διαφορά οτι αντικαθίσταται
το Απλό Αναδρομικό Νευρωνικό Δίκτυο με ένα Gated Recurrent Unit όπως περιγράφηκε
στην Ενότητα 4.4. Η έξοδος που αντιστοιχεί στη τελευταία λέξη της ακολουθίας, που εισά-
γεται στο μοντέλο, διέρχεται από ένα νευρωνικό δίκτυο, από το οποίο εν τέλει προκύπτει το
αποτέλεσμα της Ταξινόμησης. Όσον αφορά τις υπερπαραμέτρους της υλοποίησης, το μέγε-
θος των διαστάσεων του GRU ανέρχεται στο 128 και τα διανύσματα λέξεων έχουν μήκος
100. Επιπλέον, χρησιμοποιείται πιθανότητα dropout ίση με 0.1 και το Νευρωνικό Δίκτυο
που χρησιμοποιείται στην έξοδο του GRU αποτελείται από ένα κρυφό στρώμα 100 νευρώνων.
To μέγεθος του batch, η παράμετρος patience της Πρόωρης Διακοπής (Early Stopping), o
μέγιστος αριθμός εποχών, το learning rate, o βελτιστοποιητής (optimizer) και η Συνάρτηση
Κόστους είναι ίδια με την υλοποίηση του προηγούμενου μοντέλου 7.2.4.1.

7.2.4.3 Αμφίδρομο Long Short Term Memory

Στη συνέχεια, χρησιμοποιούνται οι ίδιοι παράμετροι με την μόνη διαφορά οτι αντικαθίσταται
το Απλό Αναδρομικό Νευρωνικό Δίκτυο με ένα αμφίδρομο LSTM όπως περιγράφηκε στην
Ενότητα 4.6. Η έξοδος που αντιστοιχεί στη τελευταία λέξη της ακολουθίας, που εισάγεται
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στο μοντέλο, διέρχεται από ένα νευρωνικό δίκτυο, από το οποίο εν τέλει προκύπτει το απο-
τέλεσμα της Ταξινόμησης. Όσον αφορά τις υπερπαραμέτρους της υλοποίησης, το μέγεθος
των διαστάσεων του LSTM ανέρχεται στο 128 και τα διανύσματα λέξεων έχουν μήκος 100.
Επιπλέον, χρησιμοποιείται πιθανότητα dropout ίση με 0.1 και το Νευρωνικό Δίκτυο που
χρησιμοποιείται στην έξοδο του LSTM αποτελείται από ένα κρυφό στρώμα 100 νευρώνων.
Ομοίως, όπως και στην περίπτωση του 7.2.4.2, τo μέγεθος του batch, η παράμετρος patience
της Πρόωρης Διακοπής (Early Stopping), o μέγιστος αριθμός εποχών, το learning rate, o
βελτιστοποιητής (optimizer) και η Συνάρτηση Κόστους είναι ίδια με την υλοποίηση του μο-
ντέλου 7.2.4.1. Ακόμα, για τη συγκεκριμένη υλοποίηση χρησιμοποιήθηκαν δύο στρώματα
στο μοντέλο του LSTM αντί για 1.

7.2.4.4 Convolutional Neural Network

Το μοντέλο που χρησιμοποιείται έπειτα δεν ανήκει στην κατηγορία των Αναδρομικών Νευ-
ρωνικών Δικτύων, αλλά χρησιμοποιείται σε πληθώρα εφαρμογών Μηχανικής Όρασης. Το
Συνελικτικό Νευρωνικό Δίκτυο (Convolutional Neural Network, CNN, 2.4.1) χρησιμοποιεί
φίλτρα μεγέθους 2,3 και 4 και stride ίσο με 1. Η έξοδος που αντιστοιχεί στη τελευταία
λέξη της ακολουθίας, που εισάγεται στο μοντέλο, διέρχεται από ένα νευρωνικό δίκτυο, από
το οποίο εν τέλει προκύπτει το αποτέλεσμα της Ταξινόμησης. Όσον αφορά τις υπερπαραμέ-
τρους της υλοποίησης, τα διανύσματα λέξεων έχουν μήκος 100. Επιπλέον, χρησιμοποιείται
πιθανότητα dropout ίση με 0.1 και το Νευρωνικό Δίκτυο που χρησιμοποιείται στην έξοδο
του CNN αποτελείται από ένα κρυφό στρώμα 100 νευρώνων. Το μέγεθος του batch που
χρησιμοποιήθηκε είναι 64 και ομοίως η παράμετρος patience της Πρόωρης Διακοπής (Early
Stopping), o μέγιστος αριθμός εποχών, το learning rate, o βελτιστοποιητής (optimizer)
και η Συνάρτηση Κόστους είναι ίδια με τις προηγούμενες υλοποιήσεις. Στη συνέχεια, στο
μοντέλο αυτό δοκιμάζεται και η χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων Glove 100
διαστάσεων. Επίσης, τα διανύσματα αυτά ανάλογα με το εκάστοτε ζητούμενο μπορεί να είναι
παγωμένα (frozen) ή μη-παγωμένα (unfrozen) που σημαίνει οτι μπορεί κατά τη διάρκεια της
εκμάθησης να παραμένουν αμετάβλητα ή να βελτιστοποιούνται αντίστοιχα.

7.2.4.5 BERT

Δημιουργείται ένας Ταξινομητής, ο οποίος έχει ως βάση τον Transformer BERT όπως περι-
γράφηκε στην Ενότητα 4.7.4. Στην παρούσα υλοποίηση έγινε χρήση του μοντέλου "Bert For
Sequence Classification" [44]. Το μοντέλο αυτό περιέχει έναν προ-εκπαιδευμένο Transformer
BERT και ένα νευρωνικό δίκτυο που λαμβάνει την έξοδο του Transformer και λειτουργεί ως
Ταξινομητής. Το μοντέλο αυτό, όπως και πληθώρα μοντέλων, έχουν παραχωρηθεί δημόσια
από την HuggingFace τόσο σε PyTorch [42] όσο και σε Tensorflow. Σχετικά με τη δημιουρ-
γία λεκτικών μονάδων (tokenization) γίνεται χρήση του BertTokenizer [43]. Ειδκότερα, η
πρόταση τμηματοποιείται σε συγκεκριμένη μορφή (WordPieces, [139]).

7.2.5 Μετρικές

Όπως έχει ήδη επισημανθεί, στόχος μας είναι η σωστή πρόβλεψη της έκβασης του διαλόγου.
Για το λόγο αυτό χρησιμοποιείται η ακρίβεια (accuracy) ως μετρική για το συγκεκριμένο
πρόβλημα.
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7.2.6 Αποτελέσματα

Σε αυτή την υποενότητα παρατίθενται και αναλύονται τα αποτελέσματα των υλοποιήσεων
που περιγράφηκαν στις προηγούμενες ενότητες. Επιδιώκεται να γίνει μια σύγκριση μεταξύ
παραδοσιακών μοντέλων χωρίς προ-εκπαιδευμένα διανύσματα λέξεων. Ακόμα, παρατίθενται
τα αποτελέσματα μετά τη χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων Glove, τα οποία
είτε παραμένουν αμετάβλητα (frozen), είτε βελτιστοποιούνται περαιτέρω (unfrozen). Τέλος,
παρατίθενται τα αποτελέσματα με τη χρήση Μεταφοράς Μάθησης (Transfer Learning) και
συγκεκριμένα με τη χρήση του Transformer BERT. Τα αποτελέσματα είναι συγκεντρωμένα
στον Πίνακα 7.4. Σημειώνεται οτι το G συμβολίζει τα Glove Embeddings και τα F και U
αντιστοιχούν στις λέξεις Frozen και Unfrozen.

Πίνακας 7.4: Αποτελέσματα Σφάλματος και Ακρίβειας για το Πρόβλημα της Ταξινόμη-
σης των τριών Αναδρομικών Νευρωνικών Δικτύων (Απλό RNN, GRU και
LSTM) και του CNN χωρίς Προ-εκπαιδευμένα Διανύσματα Λέξεων

Valid Loss Valid Accuracy (%) Test Loss Test Accuracy (%)
Simple RNN 4.37 10.0 4.15 9.39
GRU 3.64 26.4 3.51 26.91
bi-LSTM 4.03 22.1 3.31 18.34
CNN 3.48 23.7 3.53 22.6
CNN + G (F) 3.47 23.0 3.26 19.08
CNN + G (U) 3.51 23.4 3.18 20.94

BERT 2.12 42 2.14 42

Παρατηρείται οτι τα πιο σύνθετα Αναδρομικά Νευρωνικά Δίκτυα και το CNN μοντέλο επι-
τυγχάνουν καλύτερα αποτελέσματα από το Απλό αναδρομικό Νευρωνικό Δίκτυο. Επιπλέον,
στο test σετ το GRU μοντέλο επιτυγχάνει τα υψηλότερα αποτελέσματα ακρίβειας.

Από τον Πίνακα 7.4 συμπεραίνουμε ακόμα πως η χρήση των Unfrozen Glove Embeddings
προσφέρει καλύτερα αποτελέσματα από τα Frozen Glove Embeddings. Αυτό, ίσως, οφείλεται
στο γεγονός οτι με την βελτιστοποίηση των παραμέτρων των προ-εκπαιδευμένων διανυσμά-
των λέξεων, αυτά τα διανύσματα λέξεων εξειδικεύονται για το συγκεκριμένο σετ δεδομένων
και πρόβλημα. Παρόλα αυτά η χρήση των Glove Embeddings για το CNN μοντέλο δίνει
χειρότερα αποτελέσματα από την περίπτωση που τα διανύσματα λέξεων αρχικοποιούνται τυ-
χαία και βελτιστοποιούνται κατά τη διάρκεια της εκμάθησης. Αυτό μπορεί να οφείλεται στο
γεγονός οτι οι παράμετροι των Embeddings του CNN βελτιστοποιούνται σε σχέση με το συ-
γκεκριμένο πρόβλημα σε ικανοποιητικό βαθμό. Όσον αφορά, τα κλασικά μοντέλα μηχανικής
μάθησης (αναδρομικά δίκτυα και CNN μοντέλο), το δομικό στοιχείο GRU δίνει τα καλύτερα
αποτελέσματα στο συγκεκριμένο πρόβλημα.

Τα καλύτερα αποτελέσματα προκύπτουν με τη χρήση Μεταφοράς Μάθησης και συγκεκριμένα
του Ταξινομητή BERT.
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7.3 Το Πρόβλημα της ΓλωσσικήςΜοντελοποίησης (Language
Modeling)

Το πρόβλημα της Γλωσσικής Μοντελοποίησης έχει περιγραφεί λεπτομερώς στο Κεφάλαιο
4. Στην ενότητα αυτή, θα αναδειχθεί, όμως, και το ζήτημα της παραγωγής κειμένου (text
generation). Συγκεκριμένα, θα παρουσιαστούν οι παραδοσιακές μορφές (Decoding) και οι πιο
σύγχρονες εκδοχές που βασίζονται στη δειγματοληψία. Εν τέλει, ο στόχος είναι να αναδειχθεί
η ανωτερότητα του GPT-2 έναντι παραδοσιακών μοντέλων γλωσσικής μοντελοποίησης και
στη συνέχεια να γίνει χρήση του GPT-2 για την παραγωγή διαλόγων. Αυτό το πρόβλημα
είναι αρκετά σημαντικό και η παραγωγή κειμένου αποδεσμεύεται από όλα τα υποπροβλήματα
που καλείται κανείς να λύσει.

7.3.1 Περιγραφή Μοντέλων

Τα μοντέλα που θα χρησιμοποιηθούν είναι αυτά που περιγράφηκαν στις Ενότητες 7.1.4 και
7.1.5 και αφορούν την γλωσσική μοντελοποίηση. Πέρα από το baseline μοντέλο που προ-
τείνεται από τη Facebook [65], χρησιμοποιούνται και οι τροποποιήσεις αυτού που κάνουν
χρήση των LSTMs και των Glove Διανυσμάτων Λέξεων. Η ενότητα, όμως, αυτή αποσκοπεί
να αναδείξει την υπεροχή της Μεταφοράς Μάθησης (Transfer Learning) και συγκεκριμένα
του Transformer GPT-2 [99].

7.3.1.1 GPT-2

Δημιουργείται ένα γλωσσικό μοντέλο το οποίο έχει ως βάση τον Transformer GPT-2 όπως
περιγράφηκε στην Ενότητα 4.7.5. Στην παρούσα υλοποίηση έγινε χρήση του μοντέλου "GPT2
LMHeadModel" που παραχωρείται από την HuggingFace [42]. Πρόκειται για ένα GPT-2 μο-
ντέλο στο οποίο έχει προστεθεί ένα γραμμικό στρώμα με βάρη τα οποία είναι συσχετισμένα
με τις διανυσματικές αναπαραστάσεις της εισόδου. Όσον αφορά τη δημιουργία λεκτικών μο-
νάδων (tokenization) γίνεται χρήση του GPT2Tokenizer που παραχωρείται δημόσια μαζί με
το μοντέλο και βασίζεται στο Byte-level Byte-Pair-Encoding [107].

7.3.2 Μετρικές

Η μετρική που χρησιμοποιείται για την αξιολόγηση των υπό μελέτη μοντέλων είναι η σύγχυση
(perplexity).

7.3.3 Αποτελέσματα

Στον Πίνακα 7.5 μαζί με τα αποτελέσματα του Πίνακα 7.2 παρουσιάζονται και τα αποτελέ-
σματα που προκύπτουν από την χρήση του GPT-2. Είναι εμφανές πως με μικρές τροποποι-
ήσεις του προεκπαιδευμένου μοντέλου GPT-2 μπορούν να επιτευχθούν εμφανώς καλύτερα
αποτελέσματα σε λιγότερο χρόνο και μικρότερο κόστος από ό,τι θα χρειαζόταν να γίνει εκ-
παίδευση εξ αρχής. Η σπουδαιότητα της Μεταφοράς Μάθησης παρατηρείται και σε αυτό το
πρόβλημα. Λόγω των πολύ καλών αποτελεσμάτων του GPT-2 συνιστάται περαιτέρω μελέτη
του εν λόγω ζητήματος.
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Πίνακας 7.5: Αξιολόγηση Μοντέλων

Valid PPL Test PPL
Baseline Likelihood (B) 5.661 5.476
B + Glove 6.065 5.844
B + LSTMs 5.648 5.467
B + Glove + LSTMs 6.003 5.823

GPT-2 1.417 1.556

7.3.4 Μελλοντική Χρήση - Παραγωγή Γλώσσας (Text Generation)

Εξαιρετική σημασία έχει η Παραγωγή Κειμένου. Από τη στιγμή που αποδεικνύεται η ανω-
τερότητα του GPT-2 αναλύονται κάποιες τεχνικές παραγωγής κειμένου και παρουσιάζονται
συγκεκριμένα παραδείγματα παραγωγής προτάσεων από το μοντέλο GPT-2 για ποιοτική αξιο-
λόγηση και βαθύτερη κατανόηση των τεχνικών αυτών. Συγκεκριμένα, χρησιμοποιήθηκε ο
κώδικας που παράχθηκε από την HuggingFace [45] εστιασμένος στα δεδομένα του προβλή-
ματος που καλούμαστε να λύσουμε. Για λόγους πληρότητας, το perplexity πάνω στο σύνολο
δεδομένων αξιολόγησης (validation set) ύστερα από την εκμάθηση του μοντέλου ανέρχεται
στην τιμή 1.977 που σημαίνει οτι το μοντέλο αυτό έχει μάθει σε εξαιρετικό βαθμό να προ-
βλέπει τα κείμενα του συνόλου δεδομένων και κατ'επέκταση αναμένεται κατά τη διαδικασία
του Generation να προκύπτουν και προτάσεις που μοιάζουν σε σημαντικό βαθμό, όπως άλ-
λωστε αποδεικνύεται και στη συνέχεια, με αυτές του συνόλου δεδομένων του προβλήματος.
Συγκεκριμένα, χρησιμοποιποιήθηκε το GPT-2 μοντέλο. Παρόλα αυτά θα μπορούσε να χρη-
σιμοποιηθεί οποιοδήποτε auto-regressive μοντέλο XLNet [141], OpenAi-GPT [98], CTRL
[53], Transformer-XL [19], XLM [57], Bart [64] και T5 [100]. Τα μοντέλα αυτά βασίζονται
στην υπόθεση οτι η πιθανότητα μιας ακολουθίας λέξεων μπορεί να αποδομηθεί σε γινόμενο
δεσμευμένων πιθανοτήτων λέξεων δεδομένων των προηγούμενων.

P (w1:T |W0) =

T∏
t=1

P (wt|w1:t−1,W0) (7.14)

όπου το W0 αντιστοιχεί στο context του διαλόγου και w1:0 = ∅.

Οι μέθοδοι που θα αναλυθούν είναι η Άπληστη Αποκωδικοποίηση (Greedy Decoding), Beam
Search και εν συνεχεία δύο μέθοδοι δειγματοληψίας (sampling), η Top-K [26] και η Top-p
δειγματοληψία [39]. Να σημειωθεί οτι σε κάθε ένα από τα παραδείγματα χρησιμοποιείται ως
context η πρόταση

YOU: i want the hat and the ball

και επιπλέον το μοντέλο, ανεξαρτήτως τεχνικής για Generation, παράγει κείμενο μία λέξη
τη φορά έως ότου παράξει κάποια λέξη, η οποία αντιστοιχεί σε ένα token τερματισμού (stop
token). Στα παραδείγματα που ακολουθούν χρησιμοποιείται και μία άλλη συνθήκη τερματι-
σμού. Το μοντέλο σταματάει την παραγωγή κειμένου όταν συμπληρώσει τα 50 tokens. Σε
αυτά προσμετρώνται και τα tokens της εισόδου.
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7.3.5 Greedy Decoding

Η πιο εύκολη μέθοδος παραγωγής κειμένου από auto-regressive μοντέλα είναι η άπληστη
αποκωδικοποίηση (greedy decoding). Δεδομένου του context και των προηγούμενων λέ-
ξεων που μπορεί να παρήχθησαν, επιλέγεται σε κάθε χρονική στιγμή η λέξη που φέρει τη
μεγαλύτερη πιθανότητα να εμφανιστεί. Μαθηματικά, αυτή η επιλογή εκφράζεται ως wt =
argmaxwP (w|w1:t−1). Εισάγοντας, λοιπόν, ως context στο μοντέλο τη φράση "YOU: i
want the hat and the ball" το μοντέλο παράγει ένα διάλογο έως ότου συναντήσει μια λέξη
τερματισμού ή όταν έχει παράξει έναν συγκεκριμένο αριθμό από tokens που έχει εισαχθεί
στο μοντέλο ως συνθήκη τερματισμού. Στο συγκεκριμένο παράδειγμα, το μοντέλο μπορεί να
παράξει μέχρι 50 tokens, στα οποία προσμετρώνται και τα tokens του context. Για αυτό ενώ
παράγεται ένα αποτέλεσμα που θυμίζει κανονικό διάλογο, διακόπτεται απότομα. Το αποτέλε-
σμα που παράγεται είναι ο διάλογος

YOU: i want the hat and the ball <eos>
THEM: i need the hat and the ball <eos>
YOU: i can not make that deal. i need the hat and the ball <eos>
THEM: i can

Το πρόβλημα που συνήθως παρατηρείται με το Greedy Decoding όπως και με την Beam
Search είναι πως το μοντέλο από ένα σημείο και έπειτα επαναλαμβάνει τις ίδιες εκφράσεις
[126] [112]. Αυτό το ζήτημα επιδιώκεται να λυθεί με τις τεχνικές δειγματοληψίας. Το Greedy
Decoding είναι μια απλή και εύκολα υλοποιήσιμη μέθοδος αφού επιλέγει την πιο πιθανή λέξη
δεδομένης μιας προϋπάρχουσας ακολουθίας. Ελέγχει, δηλαδή, μόνο τις πιθανότητες για τις
αμέσως επόμενες λέξεις. Το πρόβλημα έγκειται στο γεγονός οτι πίσω από μια φαινομενικά
χαμηλής πιθανότητας λέξη μπορεί να κρύβεται μια λέξη με πολύ μεγάλη πιθανότητα και θε-
ωρητικά το πιο πιθανό μονοπάτι θα παραλειφθεί από τo Greedy Decoding. Προς ενίσχυση
αυτής της υπόθεσης, παρατίθεται το παρακάτω παράδειγμα, όπως απεικονίζεται στο σχήμα.
Το μοντέλο, με τη χρήση Greedy Decoding, θα επιλέξει τη λέξη "nice" και έπειτα τη λέξη
"woman". Η πιθανότητα αυτής της ακολουθίας είναι 0.5 · 0.4 = 0.2. Υπάρχει, όμως, και η
ακολουθία "dog"-"has" με πιθανότητα 0.4 · 0.9 = 0.36 που θα αγνοηθεί πλήρως.

Σχήμα 7.4: Greedy Decoding [41]
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7.3.6 Beam Search

Το πρόβλημα αυτό αποσκοπεί να λύσει η Beam Search. Αναλύοντας ταυτόχρονα και άλλα μο-
νοπάτια ελαττώνει την πιθανότητα να αγνοηθούν τα πιθανά μονοπάτια που αγνοεί το Greedy
Decoding. Το πλήθος των μονοπατιών αυτών αποτελεί αρχιτεκτονική παρέμβαση του ερευ-
νητή. Η beam search, μέχρι πρότινος αλλά και ακόμα, αποτελούσε και συνεχίζει να αποτελεί
μια αξιόπιστη και δημοφιλή μέθοδο για decoding. Χρησιμοποιώντας 5 beams ως παράμετρο
πλήθους μονοπατιών, το σύστημά μας επιστρέφει τον ακόλουθο διάλογο

YOU: i want the hat and the ball <eos>
THEM: i need the hat and at least one other item <eos>
YOU: i need the hat and at least one other item <eos>
THEM: i need the

Παρατηρούμε πως ο διάλογος αυτός είναι διαφορετικός από αυτόν που παρήγαγε η Greedy
Decoding, γεγονός που σημαίνει οτι και στην πράξη η Greedy Decoding είχε αγνοήσει πιο
πιθανές ακολουθίες από αυτή που παρήγαγε.
Όπως παρατηρούμε και εδώ είναι εμφανές το πρόβλημα της επανάληψης προτάσεων με τη
χρήση Greedy Decoding και Beam Search και εν γένει αποτελεί ένα σημαντικό ζήτημα [137].
Ένας τρόπος να αντιμετωπιστεί αυτό το πρόβλημα είναι με τη χρήση "ποινών" σε ακολουθίες
που επαναλαμβάνονται (n-gram penalties) [91] [55]. Η ιδέα είναι πως αν κάποια n-γράμματα
εμφανιστούν ξανά θα αποδίδεται μηδενική πιθανότητα σε αυτά και ως επακόλουθο δεν θα επα-
ναλαμβάνονται φράσεις. Το αποτέλεσμα της χρήσης n-gram ποινών είναι ο διάλογος

YOU: i want the hat and the ball. <eos>
THEM: you can have all the books if i get everything else. i need at least one
other item to make it worth it for me. how about you get one book and

Πλέον ως παράμετρο λαμβάνουμε και το πλήθος των n-γραμμάτων. Στο παράδειγμα, που
υλοποιήθηκε χρησιμοποιήθηκαν 2-γράμματα. Επιπρόσθετα, εκτός από το πιο πιθανό beam
που εν τέλει δείχνουμε στην παρουσίαση των αποτελεσμάτων, μπορεί κανείς να παράγει τα
αποτελέσματα όσων beams επιθυμεί. Ο αριθμός αυτός, φυσικά, θα πρέπει να είναι μικρότερος
από το μέγιστο πλήθος beams που έχει δοθεί ως παράμετρος στον αλγόριθμο. Ενδεικτικά,
με τη χρήση δι-γραμματικών ποινών και 5 beams, προέκυψαν και οι παρακάτω 5 πιθανοί
διάλογοι:

Διάλογος 0:
YOU: i want the hat and the ball. <eos>
THEM: you can have all the books if i get everything else. i need at least one
other item to make it worth it for me. how about you get one book and

Διάλογος 1:
YOU: i want the hat and the ball. <eos>
THEM: you can have all the books if i get everything else. i need at least one
other item to make it worthwhile for me. how about you take all of the hats

Διάλογος 2:
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YOU: i want the hat and the ball. <eos>
THEM: you can have all the books if i get everything else. i need at least one
other item to make it worthwhile for me. how about you get the hats and i

Διάλογος 3:
YOU: i want the hat and the ball. <eos>
THEM: you can have all the books if i get everything else. i need at least one
other item to make it worthwhile for me. how about you get the hats and one

Διάλογος 4:
YOU: i want the hat and the ball. <eos>
THEM: you can have all the books if i get everything else. i need at least one
other item to make it worth it for me. how about you get the balls and

Παρατηρείται πως οι διάλογοι αυτοί δεν απέχουν αρκετά μεταξύ τους και όπως αναφέρεται
[41] αυτό είναι λογικό όταν έχουμε μικρό πλήθος από beams.

Παρόλα αυτά, η Beam Search λειτουργεί σαφώς αποδοτικότερα όταν μπορεί να προβλεφθεί
το πλήθος των tokens που θα παραχθούν [140]. Θίγοντας αυτή την ευαισθησία ως προς το
πλήθος των tokens προς παραγωγή, η beam search ενώ μπορεί να είναι κατάλληλη σε προ-
βλήματα αυτόματης μετάφρασης (όπου το πλήθος των tokens μπορεί σχετικά να προβλεφθεί)
δεν είναι κατάλληλη σε προβλήματα διαλόγων ή παραγωγής ιστοριών (story generation).

7.3.7 Sampling

Σύμφωνα με τη μελέτη του Ari Holtzman [39], διατυπώθηκε πως η η κατανομή των λέξεων
που παράγονται από ανθρώπινη ομιλία διαφέρει από αυτή των ακολουθιών που παράγονται
μέσω του Greedy Decoding και της Beam Search. Για τον λόγο αυτό εισάγεται κάποια
τυχαιότητα στους αλγορίθμους για την παραγωγή κειμένων.

wt ∼ P (w|w1:t−1) (7.15)

Αν το μοντέλο σε κάθε χρονική στιγμή δειγματοληπτεί την επόμενη λέξη, τότε είναι πολύ
πιθανό να παράγει προτάσεις οι οποίες να μην είναι ορθές. Ένας τρόπος να λυθεί το πρό-
βλημα αυτό είναι μειώνοντας την παράμετρο "Temperature" της softmax. Μειώνοντας το
temperature, η πιθανότητα των πιο πιθανών λέξεων αυξάνεται και η πιθανότητα των λιγό-
τερο πιθανών λέξεων μειώνεται. Αν temperature → 0, τότε ο αλγόριθμος δειγματοληψίας
μετατρέπεται σε Greedy Decoding.

Χωρίς Temperature:
YOU: i want the hat and the ball then. you can have the books and your balls.
<eos>
THEM: ok <eos>
YOU: <selection> YOU: i want the hat and the ball then. you can

Με Temperature = 0.7:
YOU: i want the hat and the ball. <eos>
THEM: i can not make that deal. i want the hat and one book <eos>
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YOU: i need the hat, or i can not make a deal. <

7.3.7.1 Top-k sampling

Μια έξυπνη μέθοδος δειγματοληψίας είναι να υφίσταται δειγματοληψία μόνο μεταξύ των k πιο
πιθανών λέξεων δεδομένου ενός context και των είδη παραγόμενων λέξεων [26]. Με αυτόν
τον τρόπο εισάγεται μια τυχαιότητα στις λέξεις και κατ' επέκταση τις προτάσεις που θα
παραχθούν και επιπλέον θέτοντας ένα σχετικά μικρό k αναμένεται η ποιότητα των προτάσεων
αυτών να είναι εξαιρετικά ικανοποιητική. Το αποτέλεσμα της μεθόδου αυτής εφαρμοσμένης
στο GPT-2 είναι ο διάλογος

YOU: i want the hat and the ball.. i'd be willing to give you the book. <eos>
THEM: okay how about you take the hat and one ball? <eos>
YOU: that's just perfect. deal

Παρόλα αυτά, το γεγονός οτι η δειγματοληψία λαμβάνει χώρα σε έναν περιορισμένο αριθμό
k λέξεων κάθε χρονική στιγμή, αυτό σε καμία περίπτωση δεν προϋποθέτει οτι η κατανομή
πιθανότητας μεταξύ των λέξεων είναι ομοιόμορφη. Επίσης, μπορεί τη μία χρονική στιγμή
να επιλεγεί μια λέξη με μεγάλη πιθανότητα και την αμέσως επόμενη μία με μικρή πιθανό-
τητα. Ακόμα, αν μειώσουμε το k αρκετά, θα αντιμετωπίσουμε τα προβλήματα που είχαμε
προηγουμένως όπου δεν υπάρχει ποικιλομορφία στα κείμενα που παράγονται.

7.3.7.2 Top-p (nucleus) sampling

Για αυτό τον σκοπό εισάγεται το Top-p (nucleus) sampling [39]. Αυτή η μέθοδος δεν δεσμεύει
ένα συγκεκριμένο αριθμό λέξεων κάθε χρονική στιγμή. Αντιθέτως τίθεται ένα πιθανοτικό
κατώφλι p και ο αλγόριθμος δειγματοληπτεί ανάμεσα στο πλήθος των λέξεων, οι αθροιστικές
πιθανότητες των οποίων ξεπερνούν το κατώφλι αυτό. Συνεπώς, προτείνεται μια δυναμική προ-
σέγγιση ως προς την δειγματοληψία. Αυτές οι δύο μέθοδοι θα μπορούσαν και να συνδυαστούν
μεταξύ τους. Το αποτέλεσμα του διαλόγου με την μέθοδο αυτή είναι το ακόλουθο

YOU: i want the hat and the ball <eos>
THEM: i can not give up the hat <eos>
YOU: no deal. i can give you everything if i can have the hat and the book <eos>
THEM

Αναφέρεται ακόμα πως και οι τεχνικές δειγματοληψίας σε αρκετές περιπτώσεις μπορούν να
εμφανίζουν ζητήματα επαναληψιμότητας [137].

7.4 Συμπεράσματα

Σε αυτό το Κεφάλαιο μελετήθηκε η προσέγγιση της Facebook στο Task Deal Or No Deal
[65] και προτάθηκαν ορισμένες τροποποιήσεις στις αρχιτεκτονικές αυτές με μικρές διαφορές
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στα αποτελέσματα. Εντοπίστηκε πως στο classification task, χρησιμοποιώντας ως μετρική
το perplexity οδηγούμαστε σε μη ικανοποιητικά αποτελέσματα σε σχέση με την ακρίβεια
και την επιτυχία του συστήματος να κατανοήσει την πρόταση του συνομιλητή. Παρόλα αυτά,
το ζήτημα αυτό είναι εξαιρετικά σημαντικό για τη δημιουργία επιτυχημένων αυτόματων δια-
πραγματευτών. Για το σκοπό αυτό, μελετήθηκε το πρόβλημα της ταξινόμησης απομονωμένα.
Παρουσιάστηκαν τόσο παραδοσιακές όσο και πιο σύγχρονες αρχιτεκτονικές και ως συμπέρα-
σμα εξάγεται πως η χρήση του BERT Classifier (Transformer) οδηγεί σε αισθητά καλύτερα
αποτελέσματα. Το δεύτερο πρόβλημα που μελετάται από τη Facebook αφορά τη Γλωσσική Μο-
ντελοποίηση με απώτερο σκοπό να παράγεται λόγος. Συγκρίνοντας τις αρχιτεκτονικές που
προτείνονται και επαυξάνοντας τα δυνατά μοντέλα με ορισμένες τροποποιήσεις αυτών, δεν
παρατηρήθηκε αισθητή διαφορά στις μετρικές του perplexity. Για το λόγο αυτό, χρησιμοποι-
ήθηκε και μία σύγχρονη αρχιτεκτονική Transformer, το GPT-2, που παρουσιάζει εξαιρετικά
αποτελέσματα και κρίνεται πως χρειάζεται περαιτέρω μελέτη. Προκειμένου να αποδοθεί μια
ολοκληρωμένη οπτική του προβλήματος, παρουσιάστηκαν ορισμένες τεχνικές παραγωγής κει-
μένου (greedy, beam search, top-k, top-p (nucleus) sampling), η αξιολόγηση των οποίων
γίνεται εμπειρικά.
Από τη στιγμή που μπορεί το ευρύτερο πρόβλημα να διαιρεθεί σε υποπροβλήματα, προτείνεται
ως επιλογή και η χρήση modular αρχιτεκτονικών. Η δυσκολία, συνήθως, σε αυτές τις περι-
πτώσεις έγκειται στο ζήτημα του credit assignment, στο πώς θα συνδυαστούν τα υπομέρη
μεταξύ τους και στο γεγονός οτι αν αλλάξει το πρόβλημα χρειάζεται να αλλάξουν τα υπομέρη.
Μολονότι οι end-to-end προσεγγίσεις λύνουν κάποια από αυτά τα ζητήματα, δεν υπάρχει δια-
φάνεια και επίσης θεωρείται πως είναι δύσκολη η εύρεση κάποιας κατάλληλης αρχιτεκτονικής
που να λύνει πληθώρα προβλημάτων.
Ακόμα, μεγάλη μερίδα ερευνητών [67], [110], [109] πέρα από τα Likelihood Μοντέλα κάνει
χρήση και Ενισχυτικής Μάθησης. Η μέθοδος αυτή είναι γνωστή ως two-stage learning [21].
Είναι σύνηθες το φαινόμενο η γλώσσα σε συστήματα που έχουν υποστεί εκμάθηση μέσω της
χρήσης ενισχυτικής μάθησης να χειροτερεύει. Αυτό παρατηρείται και στο δικό μας πρόβλημα
διαπραγμάτευσης [65]. Για αυτό το λόγο, στο επόμενο Κεφάλαιο, εφαρμόζουμε Ενισχυτική
Μάθηση στην ενέργεια που θα πρέπει να λάβει ένας πράκτορας η οποία προϋπάρχει της
γλώσσας.

7.5 Μελλοντικές Προεκτάσεις

Συνοψίζουμε κάποιες από τις μελλοντικές προεκτάσεις και τις βελτιστοποιήσεις που θα κά-
νουμε ή θα προτείναμε να γίνουν. Συγκεκριμένα,

• προτείνεται να δοθεί ακόμα μεγαλύτερη έμφαση στις υλοποιήσεις των Transformers,
BERT και GPT-2, διότι τα αποτελέσματα κατά πολύ ξεπερνούν αυτά των παραδοσιακών
τεχνικών μηχανικής μάθησης

• θα μπορούσαμε (στο πρόβλημα της ταξινόμησης) διευκολύνουμε το μοντέλο μας, εισά-
γοντας το πλήθος διαθέσιμων αντικειμένων μαζί με τις αντίστοιχες αξίες

• θα μπορούσαμε (στο πρόβλημα της ταξινόμησης) να αυξήσουμε τα δεδομένα μας και
να δημιουργήσουμε υποδιαλόγους από τους υπάρχοντες. Μια σοβαρή υπόθεση που θα
μπορούσε να γίνει είναι οτι τα τελευταία turns των διαλόγων καθορίζουν το αποτέλεσμα
και συνεπώς θα μπορούσαμε να αγνοήσουμε ένα συγκεκριμένο πλήθος από τα πρώτα
turns δημιουργώντας "νέους διαλόγους"
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• με τις τεχνικές παραγωγής κειμένων μπορούμε να δημιουργήσουμε rollouts διαλόγων.
Αν οι μελλοντικές εκβάσεις διαλόγων που θα παραχθούν μπορούν να συνδυαστούν
με ένα αξιόπιστο σύστημα ταξινόμησης, όπως περιγράφηκε, μπορούμε να εφαρμόσουμε
κάποιου είδους planning στο παίγνιο της διαπραγμάτευσης. Επίσης, με αυτό τον τρόπο
μπορεί να προκύψει και ένας ανορθόδοξος αλλά παραλληλοποιήσιμος τρόπος παραγωγής
απαντήσεων κατά τον οποίο παράγονται κείμενα πλούσια σε γλωσσικά χαρακτηριστικά
έως ότου ο ταξινομητής ταξινομήσει τα κείμενα αυτά στην κατηγορία που προσδιορίζει
την ενέργεια που επιθυμούμε να λάβουμε.





Κεφάλαιο 8

Ανάδειξη Στρατηγικών και
Συμπεριφορών Πρακτόρων σε
Περιβάλλοντα χωρίς Γλωσσικές
Εξαρτήσεις με χρήση
Ενισχυτικής Μάθησης

Κατά τη διάρκεια της εκπόνησης της παρούσας διπλωματικής εργασίας, σχηματίστηκε η υπό-
θεση οτι η γλώσσα ίσως δημιουργείται ανάλογα με τη δομή των πρακτόρων και του περιβάλ-
λοντος, προκειμένου να επικοινωνηθούν μηνύματα μεταξύ των πρακτόρων που αποσκοπούν
στην ικανοποίηση κάποιας συγκεκριμένης ανάγκης τους που γεννάται στο περιβάλλον. Σύμ-
φωνα με τη θεωρία αυτή, η ανάγκη προϋπάρχει της γλώσσας ή συγκεκριμένα η στρατηγική,
το πλάνο αντιμετώπισης ενός προβλήματος, προϋπάρχει του μηνύματος που σχηματίζεται για
την επικοινωνία μέρους του πλάνου. Η γλώσσα καλείται, λοιπόν, να αναπαραστήσει έναν δια-
πραγματευτικό σκοπό και να τον καταστήσει αντιληπτό από έναν άνθρωπο. Προς επίρρωση
αυτού, παρατίθεται ένα παράδειγμα διαπραγμάτευσης όπου είναι διαθέσιμα τρία βιβλία, τέσ-
σερα καπέλα και μια μπάλα ([3, 4, 1]) με αντίστοιχες αξίες [1, 0, 4] (σε μονάδες). Τα καπέλα
δεν έχουν καμία αξία για τον πράκτορα και ίσως μια πρότασή του να συμπυκνωνόταν με το
διάνυσμα [3, 0, 1]. Αργότερα, αυτό το διάνυσμα θα πρέπει να το μετατρέψει σε γλώσσα για
να επικοινωνήσει την πρότασή του, λ.χ. "Θα ήθελα τα τρία βιβλία και τη μία μπάλα. Μπορείς
να κρατήσεις τα καπέλα!". Στο συγκεκριμένο κεφάλαιο, δίνεται έμφαση στο διάνυσμα της
πρότασης, στην low-level, δηλαδή, αντιμετώπιση του ζητήματος.
Για να γίνουμε πιο συγκεκριμένοι, στο Σχήμα 8.2, το διάνυσμα του game setting [1,1,1] περι-
γράφει πόσες μπάλες, καπέλα και βιβλία υπάρχουν διαθέσιμα προς διαπραγμάτευση. Σε αυτή
την περίπτωση, υπάρχει ένα αντικείμενο από κάθε είδος. Στη συνέχεια, οι συναρτήσεις αξιών
[1,1,1] (Value Functions A και B) δηλώνουν την αξία που έχουν οι μπάλες, τα καπέλα και
τα βιβλία αντίστοιχα για κάθε παίκτη. Παρατηρείται, από το Σχήμα 8.2, οτι οι προτάσεις των
πρακτόρων Α και Β στο κανάλι επικοινωνίας δεν γίνονται πλέον με τη μορφή γλώσσας αλλά
βασίζονται σε χαμηλού επιπέδου αναπαραστάσεις των προτάσεων. Για παράδειγμα, η πρώτη
πρόταση του πράκτορα Α αντιστοιχεί στο διάνυσμα [0,0,1]. Αυτό σημαίνει οτι ο πράκτορας
Α προτείνει να λάβει 0 μπάλες, 0 καπέλα και 1 βιβλίο.
Το πρόβλημα αυτό εμπίπτει στην κατηγορία προβλημάτων δημιουργίας συστημάτων αυτό-

107



108
Κεφάλαιο 8. Ανάδειξη Στρατηγικών και Συμπεριφορών Πρακτόρων σε Περιβάλλοντα χωρίς

Γλωσσικές Εξαρτήσεις με χρήση Ενισχυτικής Μάθησης

Σχήμα 8.1: Δομή Framework του Περιβάλλοντος χωρίς Γλωσσικές Εξαρτήσεις και οι Βα-
σικές Έννοιές του

ματης διαπραγμάτευσης [4]. Ο κώδικας των προσομοιώσεων που δημιουργήθηκαν και συ-
γκεκριμένα η έννοια του περιβάλλοντος έχει γραφεί σε αντιστοιχία με τα περιβάλλοντα που
χρησιμοποιούνται για την υλοποίηση αλγορίθμων ενισχυτικής μάθησης.

8.1 Περιγραφή Προβλήματος

Τα διαθέσιμα αντικείμενα φέρουν περιορισμούς ως προς το πλήθος τους (έως 4 από κάθε
είδος) και συνεπώς ο χώρος των δυνατών επιλογών είναι περιορισμένος και μετρήσιμος. Με
αυτή την ιδιομορφία του προβλήματος, δεδομένου ενός διανύσματος με τις διαθέσιμες πληθι-
κότητες, ένα σύστημα έχει ένα σχετικά μικρό και πεπερασμένο αριθμό διαθέσιμων επιλογών
κάθε χρονική στιγμή. Στο παράδειγμα με game setting = [3,4,1], υπάρχουν (3 + 1) ∗ (4 +
1) ∗ (1 + 1) = 40 επιλογές. To +1 προκύπτει διότι ένας παίκτης μπορεί να μην λάβει και κα-
νένα αντικείμενο. Αν και η μη λήψη απόφασης (στασιμότητα) θεωρείται και αυτή μια μορφή
απόφασης, τα υπό μελέτη συστήματα σχεδιάζεται να λαμβάνουν πάντα μία. Ανάγεται, λοιπόν,
το εν λόγω πρόβλημα, σε ένα πρόβλημα όπου ο κάθε παίκτης έχει ένα πεπερασμένο αριθμό
επιλογών όπου κάθε επιλογή τού προσδίδει διαφορετικό αντίτιμο και συνεπώς θα πρέπει να
αναγνωρίσει την βέλτιστη και τελεσφόρα πολιτική λήψης αποφάσεων.

Κάθε πράκτορας, λοιπόν, αντιλαμβάνεται ένα observation/state της διαπραγμάτευσης (8.1.1.2)
και ενεργεί αποσκοπώντας τη μεγιστοποίηση του κέρδους που ορίζεται από τη συνάρτηση
ανταμοιβής (8.1.1.3) έως ότου τερματιστεί το παίγνιο της διαπραγμάτευσης (8.1.1.1). Σε
κάθε του ενέργεια, το περιβάλλον (8.1.1) του επιστρέφει κάποια ανταμοιβή και το επόμενο
observation/state. Στους πράκτορες δίνεται ένα διάνυσμα που αντιστοιχεί στο πλήθος των
διαθέσιμων αντικειμένων από κάθε κατηγορία και η αντίστοιχη συνάρτηση αξιών. Προκειμέ-
νου να τηρηθούν οι ευρύτεροι κανόνες που περιγράφονται στο Deal-Or-No-Deal task της
Facebook [65] οι δύο πράκτορες δεν μπορούν να παρατηρήσουν τη συνάρτηση αξιών του άλ-
λου πράκτορα με τον οποίο συνδιαλέγονται. Δεδομένου οτι ο μέγιστος αριθμός αντικειμένων
της ίδιας κατηγορίας είναι το 4, μπορούν να υπάρξουν (4+1)∗ (4+1)∗ (4+1) = 125 πιθανές
προτάσεις. Ανάλογα με το διάνυσμα που περιγράφει τα διαθέσιμα αντικείμενα, δημιουργείται
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και ο αντίστοιχος χώρος πιθανών εκβάσεων.

Το πλαίσιο αυτό ταυτίζεται με το πλαίσιο της Ενισχυτικής Μάθησης, έτσι όπως περιγράφηκε
στην Ενότητα 5.3.12.3. Συγκεκριμένα, στις προσομοιώσεις που θα ακολουθήσουν χρησιμο-
ποιούμε το Q-learning.

8.1.1 Περιβάλλον

Ανάλογα με το πώς επιλέγεται να αντιμετωπιστεί ο "αντίπαλος" πράκτορας, το περιβάλλον
συναντάται στις προσομοιώσεις σε δύο εκδοχές. Η πρώτη εκδοχή θεωρεί πως ο "αντίπαλος"
πράκτορας αποτελεί κομμάτι του περιβάλλοντος διαπραγμάτευσης. Αντιθέτως, η δεύτερη αντι-
μετωπίζει και τους δύο πράκτορες ως ξεχωριστές οντότητες, οι οποίες αλληλεπιδρούν εντός
του περιβάλλοντος το οποίο ουσιαστικά τους παρέχει τα διαθέσιμα αντικείμενα, τις αξίες
αυτών, το κανάλι επικοινωνίας και τον μηχανισμό ανταμοιβών σε περίπτωση συμφωνίας ή
διαφωνίας. Μολονότι το περιβάλλον περιορίζεται στη χρήση δύο πρακτόρων, μπορεί εύκολα
να αναχθεί και σε πολυπρακτορικό περιβάλλον.

8.1.1.1 Συνθήκη Τερματισμού

Το μέγιστο πλήθος προτάσεων από κάθε πράκτορα είναι 3 προτάσεις και συνεπώς ο μέγι-
στος αριθμός προτάσεων ενός παιγνίου διαπραγμάτευσης ανέρχεται στις 6. Αυτό αποτελεί
αρχιτεκτονική επιλογή και θεωρείται ένα κατάλληλο μέγεθος προκειμένου να εξερευνήσει
ένας πράκτορας το χώρο των πιθανών εκβάσεων ενός παιγνίου. Το παίγνιο τερματίζει όταν
ικανοποιείται μία εκ των δύο ακόλουθων συνθηκών. Η πρώτη σχετίζεται με το μέγεθος της
στιχομυθίας και η δεύτερη με το αν επιτεύχθηκε συμφωνία. Η επίτευξη της συμφωνίας δεν
αποτελεί κάποια διαφορετική ενέργεια από τις προτάσεις διαμοιρασμού αλλά συγκεκριμένα
το περιβάλλον καλείται να την αναγνωρίσει με τον εξής τρόπο. Αν τα διαθέσιμα αντικείμενα
είναι [1, 1, 1], ο πράκτορας Α έχει προτείνει να λάβει [1, 0, 1] και ο πράκτορας Β αποκριθεί πως
θέλει να λάβει [0, 1, 0], τότε θεωρείται πως έχουν συμφωνήσει. Με άλλα λόγια, η συμφωνία
επιτυγχάνεται όταν η επιθυμία ενός πράκτορα ακολουθείται από μια επιθυμία του άλλου που
δεν προκαλεί κάποια σύγκρουση συμφερόντων και κάθε αντικείμενο διαμοιράζεται σε έναν
από τους δύο παίκτες.

8.1.1.2 Observation/State

Το περιβάλλον, μετά από την ενέργεια του πράκτορα, επιστρέφει σε αυτόν την επόμενη κα-
τάσταση/παρατήρηση (observation/state). Το διάνυσμα αυτό εισάγεται στην είσοδο του μο-
ντέλου προκειμένου να κάνει την επόμενη ενέργεια. Δημιουργούνται διάφορες εκδοχές του
observation/state, η απλούστερη των οποίων συνίσταται από ένα διάνυσμα 9 στοιχείων όπου
τα πρώτα 3 αντιστοιχούν στο πλήθος διαθέσιμων αντικειμένων κάθε κατηγορίας, τα επόμενα
τρία στη συνάρτηση αξίας του πράκτορα και τα τελευταία 3 στη πρόταση διαμοιρασμού αντικει-
μένου που έκανε ο "αντίπαλος" πράκτορας, μετασχηματισμένη, βέβαια, στην οπτική μοντέλου
μας.
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8.1.1.3 Συνάρτηση Ανταμοιβής (Reward Function)

Σπουδαίο ρόλο στα Προβλήματα Ενισχυτικής Μάθησης παίζει η Μηχανική Ανταμοιβών
(Reward Engineering). Διαφορετικές Συναρτήσεις Ανταμοιβών (Reward Functions) μπο-
ρούν να οδηγήσουν σε διαφορετικές συμπεριφορές των εκπαιδευόμενων πρακτόρων. Για παρά-
δειγμα, μπορεί να τιμωρούν κάθε ενέργεια με μία μικρή ποινή (-1) οδηγώντας τους πράκτορες
σε συνοπτικούς διαλόγους ή μπορεί να οδηγούν τους πράκτορες σε συνεργατικές ή ακόμα
και ανταγωνιστικές συμπεριφορές.

8.1.2 Περιγραφή Πρακτόρων

Συναντώνται δύο ευρύτερες κατηγορίες πρακτόρων-μοντέλων. H πρώτη αφορά μοντέλα που
βασίζονται στο DQN [82] και σε μεταγενέστερες εξελίξεις του ενώ η δεύτερη αφορά μοντέλα
τα οποία δεδομένων των διαθέσιμων επιλογών δειγματοληπτούν τυχαία και ομοιόμορφα την
απάντησή τους. Τα τελευταία είναι χρήσιμα στις περιστάσεις όπου επιδιώκεται να χρησιμο-
ποιηθούν ως μέρος του περιβάλλοντος και να παρουσιαστεί η σπουδαιότητα της συνάρτησης
ανταμοιβών. Για την εκμάθηση των μοντέλων της πρώτης κατηγορίας, χρησιμοποιείται Ενι-
σχυτική Μάθηση (Reinforcement Learning) και συγκεκριμένα η μέθοδος του Q-learning. Η
επιλογή του Q-learning δικαιολογείται από το γεγονός οτι προτιμάται μια model-free προ-
σέγγιση του προβλήματος και η χρήση ενός μοντέλου που μπορεί να αποδώσει μια τιμή
προσδοκώμενης ανταμοιβής δεδομένης μιας κατάστασης της διαπραγμάτευσης.
Επιπρόσθετα, μελετάται ένα σπουδαίο και φλέγον ζήτημα της Ενισχυτικής Μάθησης που φέρει
την ονομασία "Exploration vs Exploitation Trade-Off". Αυτό σχετίζεται με το κατά πόσο
πρέπει ένας πράκτορας να εξερευνήσει τον χώρο προτού αρχίσει να αξιοποιεί τις καταστάσεις
στις οποίες βρίσκεται. Συγκεκριμένα, γίνεται χρήση της ε-greedy μεθόδου. Χρησιμοποιείται
είτε ένα σταθερό πιθανοτικό κατώφλι είτε μια συνάρτηση που σταδιακά συγκλίνει σε ένα
προκαθορισμένο κατώφλι. Αν με x συμβολίζεται ο αριθμός του επεισοδίου τότε η πιθανότητα
να κάνει ο πράκτορας μια τυχαία ενέργεια είναι

efinal + (estart − efinal) exp
−x

edecay (8.1)

όπου efinal = 0.01, estart = 1.0 και edecay = 500. Όσο περνούν τα επεισόδια, η συνάρτηση
αυτή τείνει στο 0.01 που σημαίνει οτι υπάρχει 1% πιθανότητα ο πράκτορας να λάβει μια ενέρ-
γεια στην τύχη. Αρχικά, η πιθανότητα αυτή είναι αρκετά μεγάλη και αυτό βοηθά τον πράκτορα
στην εξερεύνηση του χώρου. Αξιοσημείωτο να αναφερθεί είναι το γεγονός οτι γίνεται χρήση
ενός Replay Buffer μεγέθους 1000 θέσεων, στον οποίο αποθηκεύονται πεντάδες της μορφής
(state, action, reward, next state, done). Αργότερα, από τον buffer δειγματοληπτείται κάθε
φορά ένα συγκεκριμένο πλήθος πεντάδων (4 batches) οι οποίες χρησιμοποιούνται για τον
υπολογισμό του TD (Temporal Difference) Σφάλματος και συνεπώς για την ενημέρωση των
παραμέτρων του εκάστοτε μοντέλου.
To DQN μοντέλο [82] στην ουσία αποτελείται από ένα νευρωνικό δίκτυο με ένα κρυφό στρώμα
128 νευρώνων. Ως συνάρτηση ενεργοποίησης, χρησιμοποιείται η ReLU. Επιπρόσθετα, χρησι-
μοποιούνται και μεταγενέστερες εξελίξεις του DQN, όπως είναι τα Double DQNs [124] και
τα Dueling DQNs [134]. Περισσότερες πληροφορίες μπορούν να αναζητηθούν στην Ενότητα
5.3.12.3. Επιπλέον, ο κώδικας που χρησιμοποιείται, βασίζεται στις υλοποιήσεις ενός ανοι-
κτού κώδικα 1 και τροποποιήθηκε περαιτέρω για την ικανοποίηση αναγκών του δικού μας
προβλήματος.

1https://github.com/higgsfield/RL-Adventure
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Σχήμα 8.2: Γραφική Παράσταση Συνάρτησης 8.1 με παραμέτρους efinal = 0.01, estart =
1.0 και edecay = 500 για 10000 επεισόδια (οριζόντιος άξονας). Στον κάθετο
άξονα αποτυπώνονται οι τιμές πιθανότητας της ε-greedy μεθόδου.

8.1.3 Μετρικές και Οπτικοποίηση Συμπεριφορών

Οι μετρικές αξιολόγησης που χρησιμοποιούνται είναι η μέση ανταμοιβή (reward), το ποσοστό
συμφωνίας και ο χρόνος ενός παιγνίου. Στην προσομοίωση που αφορά τη σύγκλιση των
πρακτόρων σε σημεία ισορροπίας, μετράται και το πλήθος των σημείων αυτών. Με την έννοια
του χρόνου αναφερόμαστε στο άθροισμα του πλήθους των προσφορών που κάνουν και οι
δύο πράκτορες. Στην περίπτωση που γίνεται χρήση της Συνάρτησης 8.1, για τον υπολογισμό
των μέσων τιμών λαμβάνονται υπόψη μόνο οι μετρήσεις από το σημείο σύγκλισης και έπειτα.

Όσον αφορά την οπτικοποίηση των στρατηγικών που δημιουργούνται, είθισται στα DQN
να χρησιμοποιείται είτε t-SNΕ [123] είτε saliency maps [34]. Παρόλα αυτά, στην παρούσα
εργασία δεν χρειάζεται να χρησιμοποιηθούν οι τεχνικές αυτές διότι το observation/state
όπως περιγράφηκε έχει σχηματιστεί με τέτοιο τρόπο που καταγράφει όλες τις διαθέσιμες
πληροφορίες που χρειάζονται για την ανάδειξη των συμπεριφορών. Συγκεκριμένα, αν εισαχθεί
η απλούστερη μορφή του observation/state στην είσοδο του DQN, γνωρίζουμε το πλήθος
των διαθέσιμων αντικειμένων, την αξία αυτών για τον πράκτορά μας και την τελευταία πρόταση
διαμοιρασμού του "αντιπάλου" μετασχηματισμένη στην οπτική του πράκτορά μας.

Όπως έχει προαναφερθεί το σύνολο των διαθέσιμων επιλογών σε ένα παίγνιο είναι περιορι-
σμένο και μετρήσιμο. Η έξοδος των DQN μοντέλων θα δώσει μία τιμή που αντιστοιχεί στην
προβλεπόμενη αξία της κατάστασης και της αντίστοιχης ενέργειας. Για την ανάδειξη, λοιπόν,
της συμπεριφοράς ενός πράκτορα, εισάγονται σε αυτόν όλες τα δυνατά observations/states
και εξάγονται τα Q-values και οι ενέργειες που λαμβάνονται. Οι ενέργειες αυτές αντιστοιχούν
στις προτάσεις που έχουν τη μεγαλύτερη πιθανότητα. Με αυτό τον τρόπο, δημιουργούνται
πίνακες με υποθετικά σενάρια και τις αντίστοιχες δράσεις και σε κάθε πείραμα ακολουθεί
μια ποιοτική ανάλυση των αποτελεσμάτων. Ιδιαίτερο ενδιαφέρον έχει και η δειγματοληπτική
επιλογή δράσεων ανάμεσα σε ένα σετ των καλύτερων ενεργειών με βάση τις τιμές Q.

8.2 Προσομοιώσεις και Αποτελέσματα

Σε αυτήν την ενότητα, παρουσιάζονται οι προσομοιώσεις που διεξήχθησαν και τα αποτε-
λέσματα αυτών. Σε όλα τα πειράματα, η εκμάθηση ολοκληρώνεται μετά από 10000 παίγνια
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διαπραγμάτευσης. Στην Ενότητα 8.2.1 συγκρίνονται τα διαφορετικά μοντέλα DQN που αντι-
μετωπίζουν ένα Μοντέλο Τυχαίας Πολιτικής και στην Ενότητα 8.2.2 μελετάται η επίδραση
της Συνάρτησης Ανταμοιβής στη συμπεριφορά των πρακτόρων. Στην Ενότητα 8.2.3 θίγεται
το ζήτημα της επαύξησης της παρατήρησης (observation/state) και στην 8.2.4 ερευνάται
αν μπορεί το μοντέλο μας να εκμεταλλεύεται μια συγκεκριμένη στρατηγική του αντιπάλου.
Έπειτα, στην Ενότητα 8.2.6 δίνεται έμφαση στο ζήτημα του Exploration vs Exploitation
Trade-Off και τέλος στην Ενότητα 8.2.7 ερευνάται η επίτευξη κοινωνικής ισορροπίας μεταξύ
δύο άπληστων (greedy) πρακτόρων.

8.2.1 Εκπαίδευση Πράκτορα Εναντίον Μοντέλου Τυχαίας Πολιτι-
κής και Σύγκριση DQN Μοντέλων

8.2.1.1 Περιγραφή

Το πρώτο σύστημα προς εκμάθηση αλληλεπιδρά με ένα μοντέλο που λαμβάνει αποφάσεις
τυχαία. Να σημειωθεί πως στην είσοδο του μοντέλου εισάγεται μαζί με άλλες παραμέτρους
μόνο η τελευταία απάντηση του αντιπάλου, η οποία μετασχηματίζεται στην οπτική του μο-
ντέλου μας. Το παίγνιο διαπραγμάτευσης συνίσταται συνολικά από 3 αντικείμενα: ένα βιβλίο,
ένα καπέλο και μια μπάλα. Κάθε αντικείμενο έχει αξία μία μονάδα και για τους δύο πράκτορες
και κανείς δεν γνωρίζει την συνάρτηση αξίας του "αντιπάλου" του. Ο πράκτορας σε κάθε του
ενέργεια λαμβάνει αρνητικό αντίτιμο της τάξης -1. Σε περίπτωση συμφωνίας, αν η αξία των
αντικειμένων του πράκτορά μας είναι μεγαλύτερη από αυτή του συστήματος, το λαμβάνει 10
μονάδες αλλιώς χάνει 10.

8.2.1.2 Αποτελέσματα και Συμπεράσματα

Το επεισόδιο στο οποίο συγκλίνει η συνάρτηση 8.1 στην πιθανότητα 1% που αφορά το
exploration-exploitation trade-off είναι το 2645o επεισόδιο. Οι μετρικές, λοιπόν, υπολογίζο-
νται ως οι μέσες τιμές από εκείνο το επεισόδιο και έπειτα. Τα αποτελέσματα του μοντέλου
που περιγράφηκε παρουσιάζονται στον Πίνακα 8.1.

Πίνακας 8.1: Αποτελέσματα Απλών και Σύνθετων DQN Μοντέλων με βραχυπρόθεσμη
μνήμη ενός turn εναντίον Random Policy Model σε περιβάλλον με ένα αντι-
κείμενο από κάθε είδος και όμοιες συναρτήσεις τιμών αντικειμένων (1 μονάδα
ανά αντικείμενο, -1 σε κάθε κίνηση, +10 Nίκη -10 Ήττα)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας
(%)

Απλό DQN 6.098 3.542 83.41
Double DQN 6.99 3.756 82.27
Dueling DQN 6.995 3.746 82.4

Παρατηρούμε πως οι διαφορές στα αποτελέσματα των μοντέλων δεν είναι εν γένει τόσο
μεγάλες. Παρόλα αυτά, οι πιο σύνθετες εκδοχές του DQN επιτυγχάνουν καλύτερες μέσες
ανταμοιβές αλλά και υψηλότερο μέσο χρόνο. Στον Πίνακα 8.2, παρουσιάζονται οι στρατηγικές
του Double DQN μοντέλου και τα Q-values που υπολογίζει ανάλογα με την κατάσταση που
βρίσκεται. Με τον όρο κατάσταση αναφερόμαστε στην πρόταση που έχει κάνει το "αντίπαλο"
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σύστημα. Για παράδειγμα, στην πρώτη γραμμή του Πίνακα 8.2, αν το σύστημα προτείνει στο
μοντέλο μας οτι θέλει να λάβει όλα τα αντικείμενα, το μοντέλο μας δεν θα συμφωνήσει,
θα αντιπροτείνει να λάβει ένα καπέλο και μία μπάλα. Δεδομένης αυτής της κατάστασης,
υπολογίζει πως το αντίστοιχο Q-value είναι ίσο με 0.23. Σημειώνεται πως στην τελευταία
γραμμή του πίνακα, η απόφαση που λαμβάνει το μοντέλο αντιστοιχεί στην πρόταση που θα
κάνει αν χρειαστεί να ξεκινήσει τη διαδικασία του παιχνιδιού.

Πίνακας 8.2: Στρατηγική Double DQN Μοντέλου με βραχυπρόθεσμη μνήμη ενός στίχου
εναντίον Random Policy Model σε περιβάλλον με ένα αντικείμενο από κάθε
είδος και όμοιες συναρτήσεις τιμών αντικειμένων (1 μονάδα ανά αντικείμενο,
+0 σε κάθε κίνηση, Άθροισμα Αξιών Αντικειμένων ως Αντίτιμο μόνο σε
Περίπτωση Συμφωνίας)

Κατάσταση Απόφαση Τιμή Q Αποτέλεσμα
111 011 0.2372 αντιπρόταση
110 011 0.3793 αντιπρόταση
101 110 0.1143 αντιπρόταση
100 011 10.05 συμφωνία
011 110 0.1905 αντιπρόταση
010 101 10.17 συμφωνία
001 110 10.28 συμφωνία
000 111 9.987 συμφωνία
- 011 0.2809 πρόταση

Παρατηρούμε πως το μοντέλο αποδίδει μεγάλες τιμές στα Q-values στις περιπτώσεις που
πρόκειται να συμφωνήσει σε συμφέρουσες για αυτό προτάσεις. Αντίθετα, μικρό Q-value απο-
δίδεται στις περιπτώσεις που έχει μάθει οτι δεν είναι συμφέρουσες και χρειάζεται να οδηγηθεί
σε κάποια αντιπροσφορά. Δεδομένου του παιχνιδιού που αποτελείται από 3 υπάρχοντα αντι-
κείμενα, ένα από κάθε είδος και με την ίδια αξία (1 μονάδα), μπορεί κανείς να συμπεράνει οτι
το μοντέλο συμφωνεί μόνο στις περιπτώσεις που η συνολική αξία των αντικειμένων που θα
λάβει είναι μεγαλύτερη από αυτή του "αντιπάλου".
Ακόμα, οι συμφέρουσες αντιπροτάσεις που επιχειρεί το μοντέλο μας δεν είναι ίδιες κάθε
φορά αλλά εμφανίζουν κάποια ποικιλομορφία. Κρίνεται σκόπιμο να τονιστεί οτι το μοντέλο
μας μαθαίνει με βάση το περιβάλλον που αλληλεπιδρά αλλά και με βάση τον αντίπαλό του.
Οι συμπεριφορές που προκύπτουν σχετίζονται άμεσα με τις ικανότητες του αντιπάλου του.
Έτσι, ένα σύστημα που αλληλεπιδρά με έναν κακό αντίπαλο μπορεί να αρχίσει να παίζει και
"κακές" κινήσεις που μπορεί να τον οδηγήσουν σε καλά αποτελέσματα με ελάχιστο κόπο και
σε ελάχιστο χρόνο. Αντίστοιχα, και οι τιμές Q δεν αποτελούν κάποια αντικειμενική μέτρηση
για την αξιολόγηση του παιχνιδιού εν γένει. Αποτελούν, βέβαια, μια αξιόπιστη μέτρηση του
μοντέλου μας δεδομένου του περιβάλλοντος και του επιπέδου τού αντιπάλου. Θα μπορούσε
κανείς να ισχυριστεί οτι δεν υπάρχει μια καλή στρατηγική αλλά κάθε φορά αναζητείται η πιο
κατάλληλη και η πιο αποτελεσματική.

8.2.2 Διαφοροποιήσεις στις Συναρτήσεων Ανταμοιβών

Διαφορετικές συναρτήσεις ανταμοιβών οδηγούν σε διαφορετικές συμπεριφορές των πρακτό-
ρων. Απώτερος σκοπός είναι να θιχτεί η σπουδαιότητα της κατάλληλης επιλογής συνάρτησης
ανταμοιβής ανάλογα με το επιθυμητό τελικό αποτέλεσμα. Όπως προαναφέρθηκε, η Μηχανική
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Ανταμοιβών (Reward Engineering) αποτελεί ένα από τα πιο κομβικά ζητήματα του κλάδου
της Ενισχυτικής Μάθησης.

8.2.2.1 Περιγραφή

Το παίγνιο διαπραγμάτευσης, όπως και στις προηγούμενες υλοποιήσεις, συνίσταται συνολικά
από 3 αντικείμενα: ένα βιβλίο, ένα καπέλο και μια μπάλα. Κάθε ένα αντικείμενο έχει αξία
μίας μονάδας και για τους δύο πράκτορες και οι συναρτήσεις αξιών είναι ατομικές και κρυ-
φές. Επιπλέον, χρησιμοποιείται βραχυπρόθεσμη μνήμη μίας πρότασης. Πολλές είναι οι φορές
που επιδιώκουμε να λύσουμε ένα πρόβλημα με ελάχιστο κόπο και σε ελάχιστο χρόνο. Αυτό
στον Σχεδιασμό των Συναρτήσεων Ανταμοιβών αντιστοιχεί στην εισαγωγή ενός αρνητικού
reward σε κάθε ενέργεια του πράκτορα. Εμπειρικά, κάθε δράση που λαμβάνει ο οποιοσδήποτε
πράκτορας φέρει ένα μικρό κόστος. Ένα άλλο ζήτημα που μελετάται σχετίζεται με το πότε
λαμβάνουν αντίτιμα οι πράκτορες και ποια είναι αυτά. Αυτές οι ευριστικές καθορίζουν τους
πράκτορες και μπορούν να δημιουργήσουν ανταγωνιστικές, συναγωνιστικές, συναινετικές
συμπεριφορές και ούτω καθεξής.
Το πρώτο πείραμα, λοιπόν, εξετάζει αν ένα αρνητικό reward σε κάθε ενέργεια του μοντέλου
μας μπορεί να οδηγήσει σε πιο σύντομους διαλόγους. Στη δεύτερη υλοποίηση μελετάται ένα
μοντέλο το οποίο μπορεί να λαμβάνει αντίτιμο σε περίπτωση συμφωνίας, χωρίς να συγκρίνει
το σύνολο της αξίας των αντικειμένων του με αυτό του αντιπάλου του και στην τρίτη πε-
ρίπτωση μελετώνται τα αποτελέσματα που προκύπτουν αν εισαχθεί μια αντίθετη συνάρτηση
ανταμοιβής.

8.2.2.2 Αποτελέσματα και Συμπεράσματα

Τα αποτελέσματα του πρώτου πειράματος παρατίθενται στον Πίνακα 8.3. Μεταφέρονται τα
αποτελέσματα του Απλού DQN, όπως αυτά παρουσιάστηκαν στον Πίνακα 8.1 και σε αυτά
προστίθενται τα αποτελέσματα που προκύπτουν από το ίδιο μοντέλο χωρίς τη Χρήση Τιμω-
ρίας (-1) σε κάθε βήμα. Παρατηρείται πως η μέση ανταμοιβή αυξάνεται στην περίπτωση που
δεν υφίσταται η τιμωρία στο μοντέλο. Παρόλα αυτά, όταν το μοντέλο τιμωρείται σε κάθε
ενέργεια ολοκληρώνει το παίγνιο σε χαμηλότερο χρόνο. Το ποσοστό συμφωνίας όταν δεν
χρησιμοποιείται τιμωρία μειώνεται. Μια υπόθεση που θα μπορούσε να γίνει είναι οτι από την
στιγμή που δεν κατευθύνεται το μοντέλο στο να πάρει ταχύτερες αποφάσεις μπορεί να οδη-
γηθεί σε μακρύτερες συνομιλίες όπου εκεί ελοχεύει ο κίνδυνος να τερματιστεί ο διάλογος
και να οδηγήσει σε ασυμφωνία.

Πίνακας 8.3: Σύγκριση Επίδρασης Αρνητικού Αντιτίμου σε κάθε δράση του απλού DQN
μοντέλου με βραχυπρόθεσμη μνήμη ενός turn εναντίον Random Policy
Model σε περιβάλλον με ένα αντικείμενο από κάθε είδος και όμοιες συναρ-
τήσεις τιμών αντικειμένων (1 μονάδα ανά αντικείμενο, +10 Nίκη -10 Ήττα)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας (%)
Απλό DQN με Τιμωρία 6.098 3.542 83.41
Απλό DQN χωρίς Τιμωρία 6.522 3.756 76.57

Τα αποτελέσματα της δεύτερης υλοποίησης παρουσιάζονται στον Πίνακα 8.4. Με τον όρο
"Επιθετικό" Double DQN αναφερόμαστε στο Double DQN που κατά την εκμάθηση λαμβάνει
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αντίτιμα μόνο στην περίπτωση που υπάρχει συμφωνία και η συνολική αξία των αντικειμένων
που θα έχει στην κατοχή του θα είναι μεγαλύτερη από αυτή του αντιπάλου του. Η ίδια προ-
σέγγιση είχε πραγματοποιηθεί στην εκμάθηση του Double DQN, η στρατηγική του οποίου
παρουσιάστηκε στον Πίνακα 8.2. Σε εκείνη την περίπτωση, όμως, το μοντέλο λάμβανε +10
μονάδες αν είχε καλύτερα αποτελέσματα από τον αντίπαλό του και -10 αντίθετα. Η διαφορά
τώρα είναι πως το μοντέλο λαμβάνει ως ανταμοιβή μόνο την αξία των αντικειμένων του αν έχει
καλύτερα αποτελέσματα από τον αντίπαλό του και 0 αντίθετα. Αυτό επιχειρείται προκειμένου
να μπορεί να συγκριθεί η Μέση ανταμοιβή αυτού του τύπου μοντέλου με την μέση ανταμοιβή
του "συνεργάσιμου" DQN. To "Συνεργάσιμο" DQN Μοντέλο λαμβάνει ως ανταμοιβή το
άθροισμα των αξιών των αντικειμένων του σε περίπτωση συμφωνίας ανεξαρτήτως της αξίας
των αντικειμένων του "αντιπάλου". Αυτό το σύστημα, λοιπόν, προκειμένου να λάβει αντα-
μοιβή, χρειάζεται απλά να συμφωνήσει. Όσο καλύτερη, βέβαια, η συμφωνία τόσο μεγαλύτερη
και η ανταμοιβή.

Τα αποτελέσματα του πίνακα 8.4 δείχνουν πως το συνεργάσιμο DQN επιτυγχάνει καλύτερα
αποτελέσματα σε όλες τις κατηγορίες. Το ποσοστό συμφωνίας είναι κατά πολύ υψηλότερο
και σημαντικά υψηλότερη αποδείχθηκε πως είναι και η μέση ανταμοιβή. Επίσης, χαμηλότερος
είναι και ο χρόνος. Όσον αφορά τον χρόνο, βέβαια, το συνεργάσιμο μοντέλο προσπαθεί απλά
να συμφωνήσει ενώ το επιθετικό θα πρέπει και να συμφωνήσει και να επιτύχει καλύτερα
αποτελέσματα σε σχέση με τον αντίπαλό του. Ατό ίσως εξηγεί και τον ελάχιστα μεγαλύτερο
χρόνο και τις διαφορές στα ποσοστά συμφωνίας.

Πίνακας 8.4: Σύγκριση Επίδρασης Συνθήκης και Αξίας Επιβράβευσης DQN Μοντέλων με
βραχυπρόθεσμη μνήμη μιας στιχομυθίας εναντίον Random Policy Model σε
περιβάλλον με ένα αντικείμενο από κάθε είδος και όμοιες συναρτήσεις τιμών
αντικειμένων (1 μονάδα ανά αντικείμενο, -1 σε κάθε κίνηση)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας (%)
Επιθετικό Double DQN 0.7023 2.617 81.86
Συνεργάσιμο Double DQN 1.061 2.459 99.96

Επιπλέον, αναμένεται πως μια αντίθετη συνάρτηση ανταμοιβής θα οδηγήσει σε αντίθετες
συμπεριφορές. Σκοπός είναι να αποδειχθεί οτι το νέο μοντέλο Reverse Double DQN θα
εκτελεί αντίθετες ενέργειες σε σχέση με το Double DQN του Πίνακα 8.2. To μοντέλο, πλέον,
σε περίπτωση συμφωνίας, αν έχει αντικείμενα με μεγαλύτερη αξία από αυτή του αντιπάλου
του χάνει 10 μονάδες αλλιώς κερδίζει 10. Σε κάθε βήμα λαμβάνει επίσης και ένα αρνητικό
reward της τάξης του -1. Σε επίπεδο μετρικών, παρατηρούμε πως οι διαφοροποιήσεις των
μοντέλων δεν είναι σημαντικές 8.5.

Πίνακας 8.5: Επίδραση σε Επίπεδο Μετρικών Αντίθετης Συνάρτησης Ανταμοιβής στο
Double DQN μοντέλο με βραχυπρόθεσμη μνήμη μιας στιχομυθίας εναντίον
Random Policy Model σε περιβάλλον με ένα αντικείμενο από κάθε είδος
και όμοιες συναρτήσεις τιμών αντικειμένων (1 μονάδα ανά αντικείμενο, -1
σε κάθε κίνηση)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας (%)
Double DQN 6.99 3.756 82.27
Reverse Double DQN 7.013 3.742 82.21
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Στον πίνακα 8.6 παρουσιάζονται τα Q-values και οι αντίστοιχες ενέργειες του μοντέλου
Reverse Double DQN. Συγκρίνοντας τα αποτελέσματα των στρατηγικών των δύο μοντέλων
επιβεβαιώνεται πως οδηγούνται σε αντίθετες ενέργειες κάθε χρονική στιγμή. Με παρόμοιο
τρόπο, όπως συνέβαινε στο κλασικό μοντέλο Double DQN, το μοντέλο αποδέχεται συμφέ-
ρουσες προτάσεις (να δώσει τα περισσότερα αντικείμενα) και αντιπροτείνει διαμοιρασμούς
αντικειμένων σε περίπτωση που η κατάσταση στην οποία βρίσκεται δεν είναι ιδανική. Οι αντι-
προτάσεις αυτές είναι συμφέρουσες προς το μοντέλο μας. Εν κατακλείδι, μικρές διαφοροποι-

Πίνακας 8.6: Στρατηγική Επιθετικού Double DQN Μοντέλου με βραχυπρόθεσμη μνήμη
ενός στίχου εναντίον Random Policy Model σε περιβάλλον με ένα αντικεί-
μενο από κάθε είδος και όμοιες συναρτήσεις τιμών αντικειμένων (1 μονάδα
ανά αντικείμενο, +0 σε κάθε κίνηση, Άθροισμα Αξιών Αντικειμένων ως
Αντίτιμο μόνο σε Περίπτωση Συμφωνίας)

Κατάσταση Απόφαση Τιμή Q Αποτέλεσμα
111 000 9.972 συμφωνία
110 001 9.874 συμφωνία
101 010 9.862 συμφωνία
100 000 -0.0121 αντιπρόταση
011 100 9.8022 συμφωνία
010 000 1.034 αντιπρόταση
001 010 1.344 αντιπρόταση
000 000 0.4776 αντιπρόταση
- 100 0.3176 πρόταση

ήσεις στις Συναρτήσεις Ανταμοιβών μπορούν να οδηγήσουν σε διαφορετικές συμπεριφορές.

8.2.3 Επαύξηση του Observation/State με Ιστορία Παιγνίου

8.2.3.1 Περιγραφή

Τα έως τώρα μοντέλα έχουν βραχυπρόθεσμη μνήμη ενός turn. Μια πρόταση που δέχεται
το μοντέλο μας θα πρέπει να έχει διαφορετική αντιμετώπιση όταν συμβαίνει στην αρχή της
διαπραγμάτευσης και διαφορετική στο τέλος. Μια μέτρια πρόταση που γίνεται στις αρχές
θα μπορούσε να οδηγήσει σε μια αντιπρόταση για να επιτευχθούν καλύτερα αποτελέσματα.
Όμως, αν αυτή προταθεί στο τέλος, εμφανίζεται ο κίνδυνος της διαφωνίας όπου δεν θα ληφθεί
κανένα αντίτιμο. Μελετώνται οι ακόλουθες δύο τακτικές:

• time sense: επαυξάνεται το observation/state με άλλη μία τιμή η οποία αντιστοιχεί
στον μετρητή των δράσεων που έχει λάβει το μοντέλο μας

• history augmentation: αποτελεί πιο γενική περίπτωση και ουσιαστικά επαυξάνει την
μνήμη του μοντέλου. Αν η μνήμη σχετίζεται με τα δύο τελευταία turns του παιγνίου,
τότε το observation/state θα επαυξηθεί κατά 3 τιμές.

Η αύξηση της ιστορίας μας δίνει και την δυνατότητα να αναγνωρίσουμε τις πιθανές στρα-
τηγικές ενός μοντέλου, όπου για παράδειγμα, αυτό μπορεί να κάνει μια χαμηλότερης αξίας
προσφορά προκειμένου αργότερα να λάβει μια μεγαλύτερη.
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8.2.3.2 Αποτελέσματα και Συμπεράσματα

Ως baseline μοντέλο χρησιμοποιείται ένα Dueling DQN χωρίς Επαυξημένο Observation/State.
Στον πίνακα 8.7 παρουσιάζονται τα αποτελέσματα μοντέλων. Με H συμβολίζεται η επαύξηση
ιστορικού και με TS η επαύξηση time sense. Το ιστορικό επαυξάνεται κατά μία ακόμα παρελ-
θοντική κίνηση η οποία αντιστοιχεί στην προηγούμενη ενέργεια του πράκτορά μας.

Πίνακας 8.7: Επίδραση Επαύξησης Observation/State στο Dueling DQN μοντέλο με βρα-
χυπρόθεσμη μνήμη μιας στιχομυθίας εναντίον Random Policy Model σε πε-
ριβάλλον με ένα αντικείμενο από κάθε είδος και όμοιες συναρτήσεις τιμών
αντικειμένων (1 μονάδα ανά αντικείμενο, -1 σε κάθε κίνηση, +10/-10 σε
συμφωνία)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας (%)
Dueling DQN 7.025 3.758 82.41
Dueling DQN + TS 7.092 3.723 82.76
Dueling DQN + H 9.958 3.327 99.99
Dueling DQN + TS + H 9.948 3.349 100

Παρατηρούμε πως η χρήση του ιστορικού δίνει αρκετά καλύτερα αποτελέσματα ως προς την
μέση ανταμοιβή. Το ποσοστό συμφωνίας είναι αυξημένο επειδή ο πράκτορας μαθαίνει ποιες
επιλογές των συμφέρουν να αποδεχτεί. Η επαύξηση του observation/state με μέρος του
ιστορικού συμβάλλει σημαντικά στις μεταβολές των αποτελεσμάτων. Αυτό υποδεικνύει οτι η
Μαρκοβιανή Ιδιότητα που υποθέσαμε σχετικά με το Observation/State να μην ήταν και η
πλέον ενδεδειγμένη. Γενικά, όπως έχει σχολιαστεί αυτή αποτελεί ισχυρή υπόθεση.

8.2.4 Ανίχνευση και Εκμετάλλευση Στρατηγικής Αντιπάλου

Αρχικά, η υπόθεση που γίνεται είναι πως ένα μοντέλο μπορεί να ανιχνεύσει μια συγκεκρι-
μένη στρατηγική του αντιπάλου του αρκεί αυτή να συσχετίζεται με κάποιο δυνατό τρόπο με
την προσπάθεια του μοντέλου να επιτύχει κάποια συγκεκριμένα αντίτιμα (rewards). Προς
επίρρωση του ισχυρισμού αυτού, θεωρούμε πως το σύστημα ακολουθεί μια συγκεκριμένη
πολιτική: στις πρώτες δύο στιχομυθίες διαπραγματεύεται επιλέγοντας τυχαία τις επόμενες
κινήσεις του και στην τρίτη και τελευταία στιχομυθία προτείνει την χειρότερη κίνηση για
αυτό, να μην λάβει, δηλαδή, κανένα αντικείμενο.

Όσον αφορά την αυστηρή μοντελοποίηση και τις λεπτομέρειες της υλοποίησης, χρησιμοποιή-
θηκε ένα παίγνιο όπου υπάρχουν τρία βιβλία, ένα καπέλο και δύο μπάλες (game setting=[1,1,1])
με συνάρτηση αντιτίμων μοντέλου [1,1,1] και συστήματος [1,1,1]. Κάθε μία τιμή στις συναρ-
τήσεις αντιτίμων αντιστοιχεί στην αξία των βιβλίων, καπέλων και μπαλών για κάθε πράκτορα
που συμμετέχει στο εν λόγω παίγνιο. Επιπλέον, χρησιμοποιείται η μεταβλητή time_sense
προκειμένου να δοθεί έμφαση στον διαχωρισμό των καταστάσεων ανάλογα με το πλήθος
των στιχομυθιών που έχουν προηγηθεί. Έτσι, αν για παράδειγμα το μοντέλο μας δεχθεί μια
πρόταση από το σύστημα, έστω [1,1,1], αυτή θα αντιστοιχεί σε διαφορετική κατάσταση αν
η πρόταση αυτή του συστήματος αντιστοιχεί στην πρώτη του κίνηση ή στην δεύτερή του
κίνηση. Σημειώνεται πως για λόγους απλότητας, τους διαλόγους θα τους ξεκινάει πάντα το
σύστημα.
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8.2.5 Αποτελέσματα και Συμπεράσματα

Πίνακας 8.8: Στρατηγική Απλού DQN Μοντέλου με βραχυπρόθεσμη μνήμη μιας στιχο-
μυθίας εναντίον Random Policy Model σε περιβάλλον με ένα αντικείμενο
από κάθε είδος και όμοιες συναρτήσεις τιμών αντικειμένων (1 μονάδα ανά
αντικείμενο) (-1 σε κάθε κίνηση, +10 Nίκη -10 Ήττα)

Κατάσταση Απόφαση Τιμή Q Αποτέλεσμα
0111 011 0.2635 αντιπρόταση
1111 111 2.86 αντιπρόταση
2111 111 5.185 αντιπρόταση
0110 001 0.961 συμφωνία
1110 111 2.820 αντιπρόταση
2110 111 4.861 αντιπρόταση
0101 010 0.994 συμφωνία
1101 111 2.92 αντιπρόταση
2101 111 4.843 αντιπρόταση
0100 011 1.993 συμφωνία
1100 111 3.009 αντιπρόταση
2100 111 4.407 αντιπρόταση
0011 100 0.9635 συμφωνία
1011 111 2.842 αντιπρόταση
2011 111 4.773 αντιπρόταση
0010 101 1.929 συμφωνία
1010 111 2.881 αντιπρόταση
2010 111 4.367 αντιπρόταση
0001 110 1.914 συμφωνία
1001 111 2.813 αντιπρόταση
2001 111 4.214 αντιπρόταση
0000 111 2.867 συμφωνία
1000 111 2.902 συμφωνία
2000 111 3.666 συμφωνία
0-1-1-1 111 0.1801 πρόταση
1-1-1-1 111 3.284 πρόταση
2-1-1-1 111 6.275 πρόταση

Σε αυτό το σημείο με βάση τα αποτελέσματα του πίνακα 8.8 μπορούμε να κάνουμε διάφορες
επισημάνσεις. Αρχικά, το μοντέλο όταν κληθεί να πάρει την τελευταία του απόφαση, αυτή θα
είναι σε κάθε περίπτωση η [1,1,1] διότι γνωρίζει οτι το σύστημα του κάνει την πιο συμφέρουσα
για αυτό πρόταση. Επιπλέον, ενδιαφέρον έχει και το οτι το μοντέλο σε κάθε περίπτωση θα
πάρει την απόφαση [1,1,1] και στην προτελευταία του ενέργεια! Αυτό οφείλεται διότι έχει μάθει
οτι μετά από αυτή την απόφαση το σύστημα θα προτείνει να δώσει όλα τα αντικείμενα στο
μοντέλο, οπότε εκείνο προτρέχει να κλείσει την συμφωνία πριν την προτείνει το σύστημα! Σε
αυτό το σημείο, πρέπει να τονιστεί πως αυτό είναι ένα ιδιαίτερα ενδιαφέρον ζήτημα που αφορά
την Μηχανική Αντιτίμων (Reward Engineering). Ενώ περιμέναμε να προτείνει το μοντέλο
μας [1,1,1] στην τελευταία του ενέργεια, αυτό το επιτυγχάνει και από την προτελευταία ενώ
αυτή η συμπεριφορά δεν ήταν η προσδοκώμενη εκ πρώτης άποψης. Παρατηρούμε, όμως, πως
αν το σύστημα δεν προβεί σε κάποια εξερεύνηση των δυνατών επιλογών (exploration vs
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exploitation), συμφωνεί απευθείας λαμβάνοντας λιγότερα συνολικά αντίτιμα από αυτά που θα
μπορούσε να λάβει αν συνέχιζε την διαπραγμάτευση. Δίνει έμφαση και εκμεταλλεύεται, λοιπόν,
ένα πρόσκαιρο μικρό κέρδος σε σχέση με αυτό που θα μπορούσε να έχει. Εξαίρεση αποτελεί
η περίπτωση όπου το σύστημα προτείνει στο μοντέλο μας να πάρει όλα τα αντικείμενα αλλά
αυτό το αρνείται και δεν συμφωνεί γιατί θα λάμβανε μηδενικό αντίτιμο. Ιδιαίτερο ενδιαφέρον
θα παρουσίαζε η μελέτη αυτή αν τα μοντέλα μας δεν λάμβαναν αποφάσεις με βάση το μέγιστο
Q-value.

8.2.6 Exploration vs Exploitation Trade-off

8.2.6.1 Περιγραφή

Ιδιαίτερο ενδιαφέρον στα Προβλήματα Ενισχυτικής Μάθησης παρουσιάζει το Exploration vs
Exploitation Trade-Off. Ένας πράκτορας καλείται να ανακαλύψει τις βέλτιστες στρατηγι-
κές σε ένα περιβάλλον προκειμένου να λάβει τα υψηλότερα αντίτιμα. Παρόλα αυτά τίθεται
το ερώτημα πότε μπορεί να είναι σίγουρος οτι τα αντίτιμα που λαμβάνει είναι τα υψηλότερα
δυνατά. Θα χρειαστεί να οδηγηθεί σε τυχαία μονοπάτια προτού καταλήξει σε κάποιες στρατη-
γικές που τον ικανοποιούν και επιτακτική κρίνεται η ανάγκη κάποιας εξισορρόπησης μεταξύ
της εξερεύνησης και αξιοποίησης καταστάσεων. Η μη εξερεύνηση και η αξιοποίηση κάποιων
συγκεκριμένων καταστάσεων μπορεί να οδηγήσουν σε υποβέλτιστες στρατηγικές αλλά και
αντίστροφα η μη-αξιοποίηση καταστάσεων και η διαρκής εξερεύνηση μπορεί να αποβεί ανώ-
φελη.

Στη μελέτη μας, χρησιμοποιείται η ε-greedy μέθοδος. Συγκεκριμένα, γίνεται χρήση του
Dueling DQN χωρίς επαύξηση Observation/State όπου μελετάται η επίδραση των παρα-
μέτρων της ε-greedy μεθόδου και η εφαρμογή τόσο ενός σταθερού κατωφλίου όσο και της
συνάρτησης 8.1.

Αρχικά, παρουσιάζεται ένα πλήρως τυχαίο μοντέλο που εξερευνά διαρκώς το χώρο. Έπειτα,
ακολουθούν υλοποιήσεις που εξερευνούν τον χώρο με μια πιθανότητα 10% και 1%, όπως
επίσης και μια υλοποίηση που δεν λαμβάνει τυχαία αποφάσεις. Στη συνέχεια, προτείνεται η
χρήση της συνάρτησης που αναφέρθηκε προηγουμένως για ομαλή εξερεύνηση του χώρου
επιλογών και παρουσιάζονται τα αποτελέσματα για edecay = 500, 250 και 1000.

8.2.6.2 Αποτελέσματα και Συμπεράσματα

Στον Πίνακα 8.9 παρουσιάζονται τα αποτελέσματα της μελέτης σχετικά με τη μέθοδο ε-greedy
για το Exploration-Exploitation Trade-Off. Ένα μοντέλο το οποίο λαμβάνει τυχαίες αποφά-
σεις και εξερευνά μονίμως τον χώρο δυνατών επιλογών δεν ανταμείβεται (Fully Random).
Σε αντίθεση με αυτό ένα μοντέλο που δεν εξερευνά τον χώρο δεν γνωρίζει ποτέ αν μία επι-
λογή του είναι βέλτιστη (Not Random). Να σημειωθεί πως στη συγκεκριμένη περίπτωση, οι
προσομοιώσεις ήταν ευαίσθητες σχετικά με τα αποτελέσματα του μοντέλου που δεν εξερευνά
τον χώρο. Αυτό ίσως οφείλεται στο γεγονός οτι εκμεταλλεύεται μόνο τις καταστάσεις που
τυχαία συναντά. Στη συνέχεια, χρησιμοποιείται η μέθοδος ε-greedy. Σε πρώτη περίπτωση
χρησιμοποιείται ένα συγκεκριμένο πιθανοτικό κατώφλι 1 % και 10 % ( e-greedy 1% και
e-greedy 10% αντίστοιχα). Αυτό το κατώφλι εφαρμόζεται από το πρώτο επεισόδιο. Έπειτα,
χρησιμοποιείται η συνάρτηση που περιγράφηκε προηγουμένως με διαφορετικές τιμές για το
edecay. Μεγαλύτερη τιμή της μεταβλητής αυτής δηλώνει πως η συνάρτηση συγκλίνει πιο αργά
στο πιθανοτικό κατώφλι. Αντίστροφες είναι οι συνέπειες για μικρότερη τιμή του edecay που
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δεν επιτρέπει σε πολλά επεισόδια να λάβει το μοντέλο μας τυχαίες επιλογές. Όσον αφορά
τους υπολογισμούς να τονιστεί οτι μόνο στην περίπτωση που χρησιμοποιείται η συνάρτηση,
οι μέσες τιμές υπολογίζονται από το σημείο σύγκλισης και έπειτα.

Πίνακας 8.9: Μελέτη Exploration-Exploitation Trade-off και της Μεθόδου ε-greedy στο
Dueling DQN μοντέλο με βραχυπρόθεσμη μνήμη μιας στιχομυθίας εναντίον
Random Policy Model σε περιβάλλον με ένα αντικείμενο από κάθε είδος
και όμοιες συναρτήσεις τιμών αντικειμένων (1 μονάδα ανά αντικείμενο, -1 σε
κάθε κίνηση, +10/-10 σε συμφωνία)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας %
Fully Random -1.845 4.897 48.9
Not Random 6.623 3.859 79.25
e-greedy 1% 6.512 3.883 78.09
e-greedy 10% 6.271 3.872 79.48
e-greedy 1% & d=500 7.155 3.728 83.38
e-greedy 1% & d=1000 7.029 3.75 82.53
e-greedy 1% & d=250 6.982 3.746 82.04

Στον Πίνακα, με d συμβολίζουμε το edecay. Παρατηρούμε οτι η χρήση της ε-greedy συνάρτη-
σης που περιγράφηκε για edecay = 500 δίνει τα καλύτερα αποτελέσματα. Αυτό συμβαίνει γιατί
αρχικά επιτρέπει στο μοντέλο μας να εξερευνήσει τον χώρο για 2645 επεισόδια και έπειτα να
εκμεταλλευτεί τις καταστάσεις τις οποίες συνάντησε με τον κατάλληλο τρόπο.

8.2.7 Επίτευξη Κοινωνικής Ισορροπίας μεταξύ Άπληστων Πρακτό-
ρων

8.2.7.1 Περιγραφή

Έως τώρα, το "αντίπαλο" σύστημα είναι ένα μοντέλο που επιλέγει τυχαία τις αποκρίσεις του.
Σε αυτό το σημείο, εισάγεται η δεύτερη μορφή περιβάλλοντος που περιγράφηκε στην οποία
οι δύο πράκτορες διαχωρίζονται από το περιβάλλον και αποτελούν δύο ξεχωριστές οντότητες.
Χρησιμοποιούνται δύο πλήρως ανταγωνιστικοί πράκτορες. Χρησιμοποιώντας μια Συνάρτηση
Ανταμοιβής που επιβραβεύει τη συμφωνία μεταξύ δύο πρακτόρων, σκοπός είναι οι άπληστοι
πράκτορες να οδηγηθούν μέσω trial and error σε μία κοινωνική ισορροπία. Ακόμα, και οι
άπληστοι πράκτορες μπορεί να οδηγηθούν σε πράξεις που υποδεικνύουν μια συλλογικότητα
αν λόγω της ισορροπίας "τρόμου" θέλουν να αποκομίσουν έστω και ένα μικρό όφελος.

Αρχικά, το περιβάλλον πλέον σχηματίζει ένα non-zero-sum παίγνιο καθώς παρέχει 3 βιβλία,
1 καπέλο και 2 μπάλες ([3, 1, 2]) και οι διαθέσιμες συναρτήσεις αξιών είναι οι f1 = [0, 8, 1]
και f2 = [1, 3, 2]. Η δημιουργία των άπληστων πρακτόρων γίνεται ως εξής. Αρχικά, ο πρώτος
πράκτορας λαμβάνει ως συνάρτηση αξίας την f1 και ανταγωνίζεται ένα τυχαίο σύστημα όπως
έχει αναλυθεί ως τώρα με συνάρτηση αξίας την f2. Η μόνη διαφορά είναι πως δεν υπάρχει
συμμετρία ως προς τις συναρτήσεις αξιών των αντικειμένων που λαμβάνουν οι κάθε πράκτορες.
Αντίστοιχη είναι η εκμάθηση και του δεύτερου πράκτορα με τη διαφορά οτι τώρα χρησιμοποιεί
την συνάρτηση f2 και ανταγωνίζεται τυχαίο σύστημα που έχει ως συνάρτηση αξιών την f1.
Και οι δύο πράκτορες είναι μοντέλα Double DQN. Επίσης, χρησιμοποιήθηκε στην εκμάθηση
τιμωρία σε κάθε δράση της τάξης -1 και λαμβάνουν ως επιβράβευση το άθροισμα των αξιών
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των αντικειμένων που συμφώνησαν να λάβουν σε περίπτωση που αυτό το άθροισμα είναι
μεγαλύτερο από αυτό του αντιπάλου.

8.2.7.2 Αποτελέσματα και Συμπεράσματα

Στον πίνακα 8.10 παρουσιάζονται τα αποτελέσματα των μοντέλων που ανταγωνίζονται τον
μοντέλο τυχαίας πολιτικής. Τα μοντέλα αυτά αλληλεπιδρούν μεταξύ τους και λαμβάνουν
ανταμοιβές μόνο στην περίπτωση συμφωνίας. Οι ανταμοιβές αυτές αντιστοιχούν στο άθροισμα
των αξιών των αντικειμένων που έλαβαν στο τέλος της διαπραγμάτευσης.

Πίνακας 8.10: Μελέτη Επίτευξης Κοινωνικής Ισορροπίας με το Dueling DQN μοντέλο με
βραχυπρόθεσμη μνήμη μιας στιχομυθίας εναντίον Random Policy Model
σε περιβάλλον με διάνυσμα αντικειμένων [3, 1, 2] (-1 σε κάθε κίνηση)

Μέση Ανταμοιβή Μέσος Χρόνος Ποσοστό Συμφωνίας %
Greedy Model [0,8,1] 4.129 4.897 73.25
Greedy Model [1,3,2] 6.013 4.1 75.32

Στον πίνακα 8.11 παρουσιάζονται τα αποτελέσματα της προσομοίωσης. Στην περίπτωση
"Both Not Trainable" οι πράκτορες αλληλεπιδρούν χωρίς να βελτιστοποιούν τις παραμέτρους
των μοντέλων τους. Η αντίθετη διαδικασία συμβαίνει στην περίπτωση "Both Trainable". Πα-
ρατηρούμε πως ακόμα και οι άπληστοι πράκτορες προκειμένου να συλλέξουν κάποια ανταμοιβή
οδηγούνται σε κοινωνική συμπεριφορά. Το ποσοστό συμφωνίας των εκπαιδεύσιμων πρακτό-
ρων είναι αρκετά υψηλότερο από αυτό των μη εκπαιδεύσιμων. Αξιοσημείωτο να αναφερθεί
είναι το γεγονός οτι και ο μέσος χρόνος μειώνεται αισθητά που σημαίνει πως σχεδόν αμέσως
οι πράκτορες συμφωνούν σε κάποια πρόταση του άλλου πράκτορα.

Πίνακας 8.11: Επίτευξη Κοινωνικής Ισορροπίας μεταξύ Άπληστων Πρακτόρων

Μέσος Χρόνος Ποσοστό Συμφωνίας % Αριθμός Σημείων Ισορροπίας
Both Not Trainable 5.8211 51.99 1
Both Trainable 2.3614 97.06 8

Εξαιρετικό ενδιαφέρον παρουσιάζει και η σημαντική αύξηση των σημείων ισορροπίας. Οι αρ-
χικά άπληστοι πράκτορες ανακαλύπτουν και νέα σημεία ισορροπίας στα οποία μπορούν να
συμφωνήσουν. Η μέθοδος δίνει ελπίδες οτι μέσω μιας προσομοίωσης trial-and-error με συλ-
λογικό σκοπό μπορεί να οδηγήσει στην εμφάνιση βέλτιστων σημείων συμφωνίας-ισορροπίας.

8.3 Συμπεράσματα

Στο Κεφάλαιο αυτό μελετήθηκε μια μέθοδος δημιουργίας αυτόματων συστημάτων διαπραγμά-
τευσης που δίνει έμφαση στη λήψη αποφάσεων, στις συμπεριφορές και τις στρατηγικές που
μπορούν να προκύψουν. Αρχικά, σχεδιάσαμε και υλοποιήσαμε ένα περιβάλλον προσομοίωσης
διαπραγματεύσεων όπου προσφέρει τη δυνατότητα μελέτης τόσο zero-sum όσο και non-zero-
sum παιγνίων. Μελετήσαμε και συγκρίναμε διαφορετικά μοντέλο Q-learning. Συγκεκριμένα,
μελετήθηκαν τα μοντέλα DQN, Double DQN και Dueling DQN, με τα δύο τελευταία να
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επιτυγχάνουν καλύτερα αποτελέσματα ως προς τη μέση ανταμοιβή. Αυτό ίσως οφείλεται στο
γεγονός οτι λύνουν τα προβλήματα του DQN που συνήθως υπερεκτιμά τα Q-values ειδικά
σε θορυβώδη περιβάλλοντα.

Στη συνέχεια, μελετήσαμε τη σπουδαιότητα της Συνάρτησης Ανταμοιβής, η οποία καθορίζει
πλήρως τις συμπεριφορές και κατ' επέκταση τη στρατηγική των πρακτόρων. Δημιουργήσαμε
επιθετικούς και συνεργατικούς διαπραγματευτές, δώσαμε έμφαση στις ποινές που μπορούν να
χρησιμοποιηθούν για να συντομεύουμε τα παίγνια και αναστρέψαμε τις συμπεριφορές των πρα-
κτόρων αντιστρέφοντας τη Συνάρτηση Ανταμοιβής. Έπειτα, μελετήθηκε η σπουδαιότητα της
επαύξησης του Observation/Space διότι θεωρείται πολύ χρήσιμο όλη η απαραίτητη πληροφο-
ρία να είναι ενσωματωμένη στο διάνυσμα που δέχεται το μοντέλο μας. Ακόμα, αποπειραθήκαμε
να ανιχνεύσουμε τις στρατηγικές του αντιπάλου που ακολουθούσε μια συγκεκριμένη στρα-
τηγική και αναγνωρίσαμε συμπεριφορές που δεν προβλέψαμε συμπεραίνοντας πως χρειάζεται
αρκετή προσοχή στο πώς ορίζουμε τις Συναρτήσεις Ανταμοιβών και τι ακριβώς περιμένουμε
από τα μοντέλα μας. Δώσαμε ακόμα έμφαση και στο Δίλημμα Exploration-Exploitation το
οποίο αποτελεί ένα αρκετά σημαντικό ζήτημα στον κλάδο της Ενισχυτικής Μάθησης.

Επιπρόσθετα, επεκτείναμε τις υλοποιήσεις μας σε non-zero-sum παίγνια όπου αφότου δη-
μιουργήσαμε δύο άπληστους διαπραγματευτές που αντιμετώπιζαν ως τότε, κατά τα γνωστά,
μοντέλα τυχαίας πολιτικής τούς εισάγαμε σε ένα περιβάλλον προσομοίωσης όπου ο ένας
αντιμετώπιζε τον άλλο. Στην περίπτωση που δεν βελτιστοποιούσαν τις παραμέτρους τους,
τα αποτελέσματα συμφωνίας δεν ήταν καλά. Αντίθετα, στην περίπτωση που βελτιστοποιού-
σαν τις παραμέτρους τους οδηγήθηκαν σε πολλά νέα σημεία ισορροπίας, μείωσαν τον χρόνο
του παιγνίου και εκτόξευσαν τα ποσοστά συμφωνίας οδηγούμενοι σε μία κοινωνική ισορροπία.
Υπό μια έννοια πατάσσουν τα εγωκεντρικά τους οφέλη και οδηγούνται σε μία κοινωνική ισορ-
ροπία. Εμφανίζει εξαιρετικό ενδιαφέρον η ιδέα της δημιουργίας ισορροπίας μέσω αντίθετων
αντικρουόμενων δυνάμεων.

Τέλος, προτείναμε μια μέθοδο οπτικοποίησης των στρατηγικών των μοντέλων μας προκειμέ-
νου να είμαστε σε θέση να δημιουργούμε συστήματα τα οποία δεν εξάγουν απλά μία ενέργεια
αλλά μας δίνουν αρκετές πληροφορίες σχετικά με το γιατί οδηγήθηκαν σε αυτή τη συμπερι-
φορά. Πιο συγκεκριμένα, δεδομένης της εισόδου που εισάγεται στο μοντέλο μας και περιέχει
όλη την απαραίτητη πληροφορία που χρειαζόμαστε για να προσδιοριστεί πλήρως και σαφώς
το παίγνιο, μπορούμε να εξάγουμε όλες τις δυνατές ενέργειες-επιλογές με τα αντίστοιχα
Q-value και τα αντίστοιχα διαπραγματευτικά αποτελέσματα. Για λόγους απλότητας, παρου-
σιάσαμε στους Πίνακες 8.2, 8.6 και 8.8 μόνο την απόφαση με τη βέλτιστη τιμή Q. Τέλος,
ας τονίσουμε πως δεν υφίσταται η έννοια της καλύτερης στρατηγικής. Αντιθέτως, υφίσταται
η έννοια της καλύτερης στρατηγικής δεδομένου του αντιπάλου, του περιβάλλοντος και των
παραμέτρων που τους διέπουν.

8.4 Μελλοντικές Προεκτάσεις

Σε αυτή την Ενότητα θα αναφερθούμε σε ορισμένες μελλοντικές προεκτάσεις και σε κάποιες
τροποποιήσεις που θα προτείναμε για μελλοντική μελέτη. Συγκεκριμένα,

• θα μπορούσε κανείς να χρησιμοποιήσει ένα σύστημα που διαπραγματεύεται παράλληλα
σε πολλά contexts και value functions. Η χρησιμότητα της οπτικής που μελετήθηκε
ωχ τώρα δίνει έμφαση σε ένα context και ένα value function με το σκεπτικό ότι αν
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υπάρξουν πολλά contexts θα υπάρξουν πολλά εξειδικευμένα μοντέλα που λειτουργούν
παράλληλα

• το συγκεκριμένο framework μπορεί πολύ εύκολα να γενικευτεί και σε πολυπρακτορικά
προβλήματα αναμένοντας πολύ πιο σύνθετες επιλογές

• αντιστρέφοντας τη Συνάρτηση Ανταμοιβής, όπως είδαμε, μπορούμε να μετατρέψουμε
το διαπραγματευτή σε πωλητή αντικειμένων

• ενδιαφέρον θα είχε και η δυνατότητα πρόβλεψης των χαρακτηριστικών του αντιπάλου
μετατρέποντας το RL πρόβλημα από model-free σε model-based

• από τη στιγμή που δεδομένης μιας κατάστασης προκύπτουν οι ενέργειες με τις αντί-
στοιχες Q-τιμές, θα είχε ενδιαφέρον να αναζητήσουμε νέες μεθόδους παραγωγής απα-
ντήσεων (π.χ., με δειγματοληψία όπως στην περίπτωση παραγωγής κειμένου). Αν ει-
σαχθούν μη-άπληστες επιλογές, θα έχει νόημα και η διαδικασία του self-play, όπου το
μοντέλο θα ανταγωνίζεται διαρκώς μία παλιότερη έκδοση του εαυτού του

• από τη στιγμή που δεδομένης μιας κατάστασης προκύπτουν οι ενέργειες με τις αντί-
στοιχες Q-τιμές, θα είχε ενδιαφέρον η δημιουργία rollouts. Θα μπορούσε, δηλαδή, το
μοντέλο μας να συμπληρώνει αυτόματα μελλοντικές πιθανές εκβάσεις των διαλόγων δε-
δομένης της κατάστασης που βρίσκεται και με κάποια δενδρική αναζήτηση να επιλέγει
την εκάστοτε κατάλληλη ενέργεια





Κεφάλαιο 9

Συμπεράσματα - Μελλοντικές
Προεκτάσεις

Για τους λόγους που αναφέρθηκαν στην Ενότητα 1.1, στην παρούσα διπλωματική εργασία δό-
θηκε έμφαση σε προβλήματα καθορισμένου σκοπού (task-oriented). Ένα από τα δυσκολότερα
είναι το πρόβλημα της διαπραγμάτευσης διότι απαιτεί ένα συνδυασμό γλωσσικής επάρκειας
και συλλογιστικής ικανότητας.

9.1 Σύνοψη και Συμπεράσματα

Όσον αφορά τη Σύνοψη και τα Αποτελέσματα της Διπλωματικής Εργασίας προτείνεται πέρα
από τα παρακάτω κείμενα να μελετηθούν και οι Ενότητες 7.4 και 8.3.

9.1.1 Εφαρμογή End-to-End Task-oriented Διαλογικών Συστημά-
των σε Προβλήματα Διαπραγμάτευσης

Αρχικά, μελετήθηκε το πρόβλημα Deal Or No Deal που εισάγεται από τη Facebook και
εστιάζει στη διαπραγμάτευση δύο πρακτόρων με δεδομένο πλήθος αντικειμένων μέσω ενός
καναλιού επικοινωνίας σε γραπτό λόγο. Σε ένα πρόβλημα διαπραγμάτευσης, θα πρέπει το
σύστημα να δέχεται ένα κείμενο, να κατανοεί σε τι διαμοιρασμό αντικειμένων αντιστοιχεί
η είσοδος, να επεξεργάζεται την κατάλληλη απόφαση και εν τέλει να παράγει γλώσσα προ-
κειμένου να μεταδώσει το μήνυμα της ενέργειας που θα λάβει. Σε μια πρώτη προσέγγιση το
πρόβλημα αναλύεται σε δύο υποπροβλήματα: (1) στο Πρόβλημα Ταξινόμησης και (2) στο Πρό-
βλημα της Γλωσσικής Μοντελοποίησης. Αρχικά, χρησιμοποιείται ο κώδικας της Facebook
για το εν λόγω πρόβλημα [142]. Αφότου αναπαρήχθησαν τα αποτελέσματα της δημοσίευσης
[65], όπου γίνεται χρήση end-to-end αρχιτεκτονικών, τροποποιήσαμε τα υπάρχοντα μοντέλα,
επαυξάνοντας τον κώδικα με άλλα παραδοσιακά μοντέλα μηχανικής μάθησης και με χρήση
προ-εκπαιδευμένων διανυσμάτων λέξεων Glove. Τα αποτελέσματα παρουσιάζουν ελάχιστες
διαφοροποιήσεις. Παρόλα αυτά, στο πρόβλημα της Ταξινόμησης εντοπίστηκε οτι χρησιμο-
ποιείται μια μετρική αξιολόγησης που δεν συνάδει με τη σπουδαιότητα επίλυσης του προβλή-
ματος. Συγκεκριμένα, στοχεύει, δηλαδή, στην ελαχιστοποίηση του σφάλματος παρά στην
ουσία του ζητήματος που είναι η σωστή κατανόηση της πρότασης του άλλου πράκτορα. Για
αυτό τον λόγο, αντί για τη μετρική της σύγχυσης στο πρόβλημα ταξινόμησης προτείναμε
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να χρησιμοποιηθεί η μετρική της ακρίβειας (accuracy). Έχοντας ένα νέο μέτρο σύγκρισης,
υλοποιούμε αρχικά παραδοσιακούς ταξινομητές μηχανικής μάθησης που βασίζονται στα Απλά
RNNs, GRUs, LSTMs, CNNs, τα οποία ενισχύονται με τη χρήση Glove (frozen ή unfrozen).
Τα καλύτερα αποτελέσματα προκύπτουν από τον Ταξινομητή που χρησιμοποιεί CNN χωρίς
προ-εκπαιδευμένες διανυσματικές αναπαραστάσεις λέξεων Glove, επιτυγχάνοντας ποσοστό
επιτυχίας 22.6%. Στη συνέχεια, χρησιμοποιούμε έναν Ταξινομητή που βασίζεται στο BERT
το οποίο προσφέρει εξαιρετικά αποτελέσματα ακρίβειας της τάξης του 42%. Επιστρέφοντας
στο πρόβλημα της γλωσσικής μοντελοποίησης, θελήσαμε να αποδείξουμε οτι και σε αυτή την
κατηγορία προβλήματος, η χρήση Μεταφοράς Μάθησης με τη μορφή των Transformers μπο-
ρεί να βελτιώσει αισθητά τα αποτελέσματα. Συγκεκριμένα, χρησιμοποιήθηκε ο Transformer
GPT-2 και τα αποτελέσματα της σύγχυσης εμφανίζονται αρκετά χαμηλότερα (όσο χαμηλό-
τερη η μετρική της σύγχυσης τόσο καλύτερα τα αποτελέσματα). Στη συνέχεια, κάναμε χρήση
του εκπαιδευμένου και βελτιστοποιημένου, πάνω στο σύνολο διαλόγων μας, GPT-2 προκειμέ-
νου να παράξουμε γλώσσα με τη μορφή διαλόγων και χρησιμοποιήσαμε ενδεικτικά 4 τακτικές:
τη greedy decoding, τη beam search, την top-k δειγματοληψία και τέλος την top-p (nucleus)
δειγματοληψία.

Μελετήσαμε, λοιπόν, μια end-to-end αρχιτεκτονική και αποδομήσαμε τα υποπροβλήματα που
επιλύει προτείνοντας έμμεσα και μία modular αρχιτεκτονική. Τα πλεονεκτήματα και τα μειο-
νεκτήματα των αρχιτεκτονικών επιλογών πρέπει να ζυγίζονται από τον μηχανικό που τα
σχεδιάζει ανάλογα με το εκάστοτε πρόβλημα. Με αυτή τη μελέτη προτείναμε πώς μπορεί
αρχικά να δομηθεί ένας σωστός ταξινομητής που να εστιάζει στην ουσία του ζητήματος για
το οποίο υλοποιείται και πώς μπορούμε να παράξουμε ένα μοντέλο που δημιουργεί πιθανές
συνέχειες διαλόγων (rollouts).

9.1.2 Ανάδειξη Στρατηγικών και Συμπεριφορών Πρακτόρων σε
Περιβάλλοντα χωρίς Γλωσσικές Εξαρτήσεις με χρήση Ενι-
σχυτικής Μάθησης

Έως τώρα η πολιτική λήψης αποφάσεων και η σχεδίαση στρατηγικών αγνοούνταν ή λαμβά-
νονταν υπόψη σε μεταγενέστερο στάδιο. Θεωρήσαμε, βέβαια, πως η απόφαση και η ενέργεια
προϋπάρχει του μηνύματος και για αυτό σχεδιάσαμε και υλοποιήσαμε ένα περιβάλλον προσο-
μοίωσης αυτόματης διαπραγμάτευσης το οποίο είναι απεξαρτημένο από τα γλωσσικά χαρα-
κτηριστικά και εστιάζει σε χαμηλού επιπέδου αναπαραστάσεις των ενεργειών. Με αυτόν τον
τρόπο επιχειρήσαμε να δώσουμε έμφαση στον πυρήνα του διαπραγματευτικού συστήματος,
όπου οι συμπεριφορές των πρακτόρων αναδύθηκαν μέσω προσομοιώσεων trial-and-error με
τη χρήση ενισχυτικής μάθησης και συγκεκριμένα της μεθόδου Q-learning. Αρχικά, συγκρί-
θηκαν 3 είδη DQN μοντέλων: το απλό DQN, το Double DQN και το Duel DQN με τα δύο
τελευταία να επιτυγχάνουν καλύτερα αποτελέσματα μέσης ανταμοιβής με λίγο αυξημένο μέσο
χρόνο παιγνίου. Τα ποσοστά συμφωνίας στην περίπτωση του απλού DQN ήταν ανεπαίσθητα
λίγο καλύτερα. Στη συνέχεια, μελετώντας την επίδραση διαφορετικών συναρτήσεων αντα-
μοιβών επιτύχαμε να δημιουργήσουμε πράκτορες με συγκεκριμένες συμπεριφορές, οι οποίες
είναι ρυθμίσιμες. Εξετάσαμε, ακόμα, το βέλτιστο τρόπο απεικόνισης της διαπραγματευτικής
πληροφορίας όπου προτείνεται η επαύξηση της ιστορίας στο διάνυσμα της παρατήρησης του
πράκτορα και δημιουργήσαμε ένα σύσητμα που επιχειρεί να εκμεταλλευτεί συγκεκριμένες συ-
μπεριφορές του αντιπάλου του. Ακόμα, μελετήθηκε το δίλημμα Exploration vs Exploitation
χρησιμοποιώντας τη μέθοδο ε-greedy. Ως τώρα τα συστήματα αυτά προσομοιώνονται αντι-
μετωπίζοντας ένα μοντέλο τυχαίας πολιτικής. Δημιουργώντας δύο άπληστους πράκτορες με
το τρόπο αυτό, τους εισάγουμε να διαπραγματευτούν μεταξύ τους και αναμένουμε, όπως
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επιβεβαιώθηκε, πως τα ποσοστά συμφωνίας και τα σημεία ισορροπίας συμφωνίας ήταν αρ-
κετά χαμηλά. Αλληλεπιδρώντας, πλέον, μεταξύ τους πέτυχαν τη σύγκλιση σε πολλά νεότερα
σημεία κοινωνικής ισορροπίας και σχεδόν απόλυτα ποσοστά συμφωνίας.

Αναγνωρίζοντας τη σπουδαιότητα της ερμηνευσιμότητας των αποτελεσμάτων και των στρα-
τηγικών των μεθόδων Μηχανικής και Ενισχυτικής Μάθησης, προτάθηκε και υλοποιήθηκε
μια μέθοδος οπτικοποίησης των συμπεριφορών που έχει μάθει ένα σύστημα κατά την εκπαί-
δευσή του. Αυτή η πρόταση δίνει πλήρη έλεγχο και διαφάνεια στις ενέργειες του πράκτορα.
Δεδομένης της ιδιομορφίας του προβλήματος οτι ο χώρος των δυνατών εκβάσεων είναι πε-
ριορισμένος, για κάθε δυνατή κατάσταση, εξάγουμε από τον πράκτορα την ενέργεια που θα
λάβει μαζί με μία τιμή που αξιολογεί την ενέργεια αυτή. Να σημειωθεί πως εμείς λαμβάνουμε
ως απόφαση, αυτή που φέρει το μεγαλύτερο Q-value.

9.2 Μελλοντικές Προεκτάσεις

Η μελέτη αυτή φέρει αρκετές και ενδιαφέρουσες μελλοντικές προεκτάσεις. Κάποιες από αυτές
παρουσιάζονται παρακάτω. Πέρα από τις προεκτάσεις που μελετώνται στην παρούσα Ενότητα
προτείνεται να μελετηθούν και οι Ενότητες 7.5 και 8.4.

• Θα μπορούσε κανείς να χρησιμοποιήσει ένα σύστημα που διαπραγματεύεται παράλληλα
σε πολλά contexts και value functions. Η χρησιμότητα της οπτικής που μελετήθηκε
δίνει έμφαση σε ένα context και ένα value function με το σκεπτικό ότι αν υπάρξουν
πολλά contexts θα υπάρξουν πολλά εξειδικευμένα μοντέλα που λειτουργούν παράλληλα

• Εξαιρετικό ενδιαφέρον θα παρουσίαζε η παραγωγή αποφάσεων με beam search ή με
κάποια μορφή δειγματοληψίας. Ακόμα, με αυτό τον τρόπο είναι εύκολη η δημιουργία
rollouts, μελλοντικών, δηλαδή, εκβάσεων των διαλόγων και η αναζήτηση της κατάλλη-
λης κίνησης στο δέντρο πιθανών εκβάσεων

• Ακόμα, το περιβάλλον που περιγράφεται μπορεί αρκετά εύκολα να επεκταθεί σε ένα
πολυπρακτορικό περιβάλλον, όπου εκεί αναμένονται πιο σύνθετες συμπεριφορές

• Εμείς ως τώρα μελετάμε model-free Ενισχυτική Μάθηση. Ενδιαφέρον θα είχε να εστιά-
σουμε στη μοντελοποίηση του αντιπάλου και να γίνει πιο προσωποποιημένη η διαπραγ-
μάτευση. Πάντως, ως τώρα, θα μπορούσαμε να δημιουργήσουμε κάποιες πεπερασμένες
κλάσεις αυτόματων διαπραγματευτών με ποικιλία συμπεριφορών και να προσπαθούμε
τους εκάστοτε αντιπάλους να τους κατατάσσουμε σε μία από τις πιθανές κατηγορίες
όπου θα αντιμετωπίσουν κάποιο συγκεκριμένο σύστημα

• Αν θέλουμε να λύσουμε στην ολότητά του το πρόβλημα χρειάζεται να συνδυάσουμε σε
ένα ενιαίο modular σύστημα τα προβλήματα που λύσαμε. Το πρώτο σύστημα θα απο-
τελούταν από τον ταξινομητή BERT ο οποίος μεταφράζει το κείμενο σε μία πρόταση
του "αντίπαλου" πράκτορα. Αυτή η πρόταση εισάγεται εντός του αυτόματου διαπραγμα-
τευτικού συστήματος το οποίο λαμβάνει μια συγκεκριμένη ενέργεια και αυτή ενέργεια
χρειάζεται να αποδοθεί στον αντίπαλο. Αρχικά, εκεί μπορεί να χρησιμοποιηθεί ένα απλό
σύστημα που με φτωχή γλώσσα θα δίνει μια απάντηση ή να υλοποιηθεί ένα σύστημα
παραγωγής λόγου που θα δέχεται ως είσοδο τον διάλογο και την απόφαση και θα παρά-
γει το αντίστοιχο κείμενο. Αν θέλουμε, οπωσδήποτε να κάνουμε χρήση του γλωσσικού
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μοντέλου GPT-2 που έχουμε χρησιμοποιήσει μπορούμε να παράγουμε διαρκώς προτά-
σεις τις οποίες θα ταξινομούμε ταυτόχρονα έως ότου παράξουμε αυτή την πρόταση που
αντιστοιχεί στην ενέργεια που θα λάβει το σύστημά μας.
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