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Περίληψη

Η µηχανική µάθηση έχει γνωρίσει ιδιαίτερη άνθηση την τελευταία δεκαετία µε το ερευνητικό ενδιαφέρον να επικεν-
τρώνεται στις βαθιές αρχιτεκτονικές. Στο πλαίσιο αυτό, το υποκείµενο µαθηµατικό υπόβαθρο δεν είναι σαφώς
θεµελιωµένο, µε αποτέλεσµα οι διάφοροι µέθοδοι να χρησιµοποιούνται ως µαύρα κουτιά µε ελλιπή κατανόηση
των εσωτερικών τους διεργασιών. Τα τελευταία χρόνια, λοιπόν, ένθερµες προσπάθειες και σηµαντικός ερευν-
ητικός ζήλος κατευθύνονται στην εισαγωγή και µελέτη µαθηµατικών εργαλείων που προσφέρουν εξηγήσεις και
διαίθηση στα εργαλεία της µηχανικής µάθησης. Μία από αυτές τις προσεγγίσεις εντοπίζεται στον κλάδο της
τροπικής γεωµετρίας καθώς και των µορφολογικών µαθηµατικών.

Με αφετηρία την τοµή µεταξύ µαθηµατικής βελτιστοποίησης και τροπικής γεωµετρίας, εξερευνούµε προβλήµατα
µε τροπικούς περιορισµούς. Αναδεικνύεται η µη-κυρτή φύση τους και σκιαγραφείται µία µέθοδος διάβασης από
την τροπική και µη-κυρτή βελτιστοποίηση σε µία συλλογή προβληµάτων µε κυρτούς περιορισµούς.

Στη συνέχεια, στρέφουµε την προσοχή µας στα µορφολογικά νευρωνικά δίκτυα, τα οποία θεµελιώνονται σε
µη-γραµµικούς νευρώνες διαστολής και συστολής. Εµπλουτίζουµε την εκφραστικότητά τους συνδυάζοντας
πολυάριθµους νευρώνες τόσο διαστολής και συστολής στο κρυφό επίπεδο και συνδέουµε το σύνορο απόφασης
τους µε την τροπική γεωµετρία. Μελετώνται δύο παραλλαγές των Πυκνών Μορφολογικών Δικτύων. Η πρώτη
αφορά την επέκταση σε βαθιές αρχιτεκτονικές, όπου σχηµατίζονται ενεργοποιήσεις εφάµιλλες του µορφολογικού
ανοίγµατος και κλεισίµατος. Η δεύτερη εντοπίζεται στη χρήση της αποκβαντοποίησης κατά Maslov για την
οµαλοποίηση των επιφανειών και την αντιµετώπιση του προβλήµατος διάδοσης κλίσης που χαρακτηρίζει η µη-
παραγωγισµότητα των µορφολογικών τελεστών.

Επιπρόσθετα, διατυπώνεται τρόπος έκφρασης ενός προβλήµατος ταξινόµησης δυαδικών προτύπων από ένα per-
ceptron διαστολής-συστολής στη γλώσσα της µη-κυρτής βελτιστοποίησης. Βασιµένη στη θεωρία πλεγµάτων,
η προσέγγιση αυτή υποθέτει µερική διάταξη των δεδοµένων, ζήτηµα που ανταπεξέρχεται µε χρήση µειωµένης
διάταξης. Στη συνέχεια, επεκτείνεται η δυαδική φύση του ταξινοµητή σε διεργασίες πολλών κλάσεων.

Παράλληλα, εξερευνούνται οι δυνατότητες των Μορφολογικών Δικτύων µε µεθόδους εκπαίδευσης βασισµένες
στην Κατάβαση Κλίσεων. Παρουσιάζονται αριθµητικά πειράµατα σε γνωστά benchmarks για διάφορες επιλογές
αρχιτεκτονικών, ακόµα και για τις οµαλοποιηµένες εκδόσεις των µορφολογικών τελεστών ως νευρώνες. Οι
προσπάθειες επικεντρώνονται στην αραιότητα των µοντέλων αξιολογώντας την απόδοσή τους κατόπιν pruning.
Εξετάζονται δύο µέθοδοι αφαίρεσης παραµέτρων και συγκρίνεται η διατήρηση πληροφορίας των µορφολογικών
δικτύων µε τα αντίστοιχα πλήρως συνδεδεµένα νευρωνικά δίκτυα, καταλήγοντας στο συµπέρασµα ότι τα
µορφολογικά δίκτυα κωδικοποιούν πολύ οικονοµικά τις υποκείµενες αναπαραστάσεις των δεδοµένων.

Τέλος, τα τελευταία χρόνια αναπτύσσεται η τάση της ερµηνευσιµότητας, όπου οι µελετητές επιθυµούν εγγυή-
σεις για τη µορφή της εξόδου των µοντέλων. Υπό το πρίσµα αυτό, µελετάται η ιδιότητα της µονοτονίας.
Προτείνεται µία αµιγώς τροπικά αλγεβρική επίλυση του προβλήµατος µέσω εναλλάξ min-plus και max-plus
παλινδρόµησης. Ακόµη, εξερευνούµε την ικανοποίηση του περιορισµού µέσω συγκεκριµένων αρχιτεκτονικών
επιλογών σε µορφολογικά δίκτυα, εξετάζοντας και οµαλοποιηµένους τελεστές.

Λέξεις Κλειδιά — Τροπική Γεωµετρία, Μορφολογικά Μαθηµατικά, Τροπική Βελτιστοποίηση, Νευρωνικά
Δίκτυα, Μηχανική Μάθηση, Ερµηνευσιµότητα, Μονοτονία
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Abstract

Machine learning has flourished over the last decade with research focusing on deep architectures. In this
context, the underlying mathematical background is not well-founded, resulting in the use of various methods
as black boxes without a complete understanding of their internal processes. In recent years, therefore, intense
efforts and significant research zeal have been directed towards the introduction and study of mathematical
tools that offer explanations and intuition to machine learning tools. One of these approaches lies on the
field of tropical geometry as well as morphological mathematics.

Starting with the intersection between mathematical optimization and tropical geometry, we explore problems
with tropical constraints. Their non-convex nature is highlighted and a method of transition from tropical
and non-convex optimization to a collection of problems with convex constraints is outlined.

Next, we turn our attention to morphological neural networks, which are based on morphological dilation
and erosion neurons. We enrich their expressiveness by combining numerous neurons, both dilation and
erosion, at the hidden level and express their decision boundary with tropical geometry. Two variants of
Dense Morphological Networks are studied. The first concerns the extension to deep architectures, where
activations resembling morphological opening and closing are formed. The second is found in the use of
Maslov Dequantization to smooth surfaces and to address the problem of gradient propagation characterized
by the non-differentiability of morphological operators.

Additionally, a way of formulating a binary pattern classification problem by a dilation-erosion perceptron is
expressed in the language of non-convex optimization. Based on lattice theory, this approach presupposes a
partial ordering of the data, an issue that is alleviated using a reduced ordering. Next, the binary nature of
the classifier is extended to multiclass problems.

At the same time, the capabilities of Morphological Networks are explored with training methods based
on Gradient Descent. Numerical experiments are presented in known benchmarks for various architectural
choices, even for softened versions of morphological operators as neurons. Efforts focus on the sparsity of the
models by evaluating their performance after pruning. Two methods of parameter pruning are examined and
the information retention of the morphological networks is compared with the corresponding fully connected
neural networks, concluding that the morphological networks encode the underlying data representations
more economically.

Finally, in recent years the trend of interpretability has been developing, where researchers want guarantees
for the form of output of the models. In this light, the property of monotonicity is studied. A purely tropical
algebraic solution to the problem is proposed through alternating min-plus and max-plus regression. We also
explore satisfying the constraints via specific architectural choices in morphological networks, and consider
softened operators.

Keywords — Tropical Geometry, Morphological Mathematics, Tropical Optimization, Neural Networks,
Machine Learning, Interpretability, Monotonicity
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Κεφάλαιο 1. Εισαγωγή

1.1 Μηχανική Μάθηση

Η µάθηση ως απόρροια του συνδυασµού προσωπικής εµπειρίας και γνώσης και η διάδοσή της από γενιά
σε γενιά κατέχει κεντρικό ρόλο στην ανθρώπινη εξέλιξη και ευφυία. Η επιστηµονική µοντελοποίηση,
παροµοίως, αποσκοπεί στην επεξήγηση του περιβάλλοντος και των πειραµατικών δεδοµένων. Για παράδειγµα, ο
επιστηµονικός κλάδος της Φυσικής θεµελιώνεται στη λογική της παρατήρησης και στο σχεδιασµό µαθηµατικών
θεωριών που την εξηγούν. Ανέκαθεν, ωστόσο, επίκεντρο της επιστηµονικές σκέψης ήταν η κατασκευή µηχανών
µε τη δυνατότητα σκέψης.

Με την αυγή των υπολογιστών κατά τον 20ο αιώνα, αυτές οι τάσεις άρχισαν να αγγίζουν τη σφαίρα της
πραγµατικότητας. Με τα χρόνια, εδραιώθηκε και εξελίχθηκε ο κλάδος της τεχνητής νοηµοσύνης (artifical
intelligence - AI). Πλέον, η καθηµερινή ζωή είναι άρρηκτα συνδεδεµένη µε εργαλεία της τεχνητής νοηµοσύνης,
όπως η αυτοµατοποίηση διεργασιών, η διάγνωση ασθενειών και η κατανόηση εικόνων και φυσικής γλώσσας.

Τα πρώτα βήµατα είδαν την αντιµετώπιση προβληµάτων που κρίνονται διανοητικά δύσκολα για τον ανθρώπινο νου
αλλά µε ευθύ τρόπο επίλυσης, καθώς χαρακτηρίζονται από σύνολο αυστηρών κανόνων. Μία από τις πρώτες και
πιο γνωστές επιτυχίες του κλάδου εντοπίζεται στο σχεδιασµό του συστήµατος Deep Blue που επιβλήθηκε του
παγκόσµιου πρωταθλητή σκάκι Garry Kasparov το 1997. Ωστόσο, αυτός ο υπολογιστής δεν είχε δυνατότητα
γενίκευσης, καθώς η διεργασία προς επίλυση είναι ιδιαίτερα απλή και αποτελείται από 64 τετράγωνα και 32
κοµµάτια. Συνεπώς, είναι εφικτή η περιγραφή του συστήµατος µε ένα απλό σύνολο κανόνων. Αν και οι
υπολογιστές µπορούν να επιλύσουν προβλήµατα καλώς ορισµένα, ακόµα και αφηρηµένα όπως το σκάκι, πολύ
καλύτερα από τον άνθρωπο, η απόδοσή τους σε προβλήµατα καθηµερινά, όπως η αναγνώριση αντικειµένων και
κειµένων, ωχριούσε µέχρι και την προηγούµενη δεκαετία.

Η πραγµατική πρόκληση για την Τεχνητή Νοηµοσύνη, λοιπόν, είναι η επίλυση γενικών προβληµάτων, τα οποία
ίσως να είναι εύκολα για τον άνθρωπο αλλά απαιτούν κατανόηση του περιβάλλοντος. ΄Ενα απλό παράδειγµα
που επιλύθηκε
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την τελευταία δεκαετία είναι η κατηγοριοποίηση ψηφίων από εικόνες. Σε αυτό το πλαίσιο εί-

ναι αδύνατη η κατασκευή αυστηρού συνόλου κανόνων µε το χέρι και απαιτείται η στροφή σε άλλου είδους
αλγορίθµους που χρήζουν τους υπολογιστές ικανούς να αποκτήσουν γνώση εξάγοντας πρότυπα µέσα από τα
δεδοµένα. Αυτή η οικογένεια αλγορίθµων αντιστοιχεί στη µηχανική µάθηση (machine learning). Απλοί αλ-
γόριθµοι αντιµετωπίζουν προβλήµατα της καθηµερινότητας που απαιτούν κατανόηση του πραγµατικού κόσµου,
όπως ο διαχωρισµός της ηλεκτρονικής αλληλογραφίας σε χρήσιµη και µη (spam mail filtering). O Arthur
Samuel, ένας από τους πρωτοπόρους της επιστήµης, όρισε τον όρο ως:

Η Μηχανική Μάθηση είναι το πεδίο σπουδών

που προσδίδει στον υπολογιστή τη δυνατότητα να µαθαίνει
δίχως να προγραµµατίζεται ρητά.

Στη µηχανική µάθηση, συνεπώς, το βάρος µετατοπίζεται από τη δηµιουργία κανόνων στην κατασκευή χαρακ-
τηριστικών (features). Το σύνολο των χαρακτηριστικών διαµορφώνει την αναπαράσταση των δεδοµένων (repre-
sentation). Η επιλογή της αναπαράστασης αποτελεί το κλειδί της απόδοσης στη µηχανική µάθηση. Σε ορισµένα
προβλήµατα, η επιλογή των χαρακτηριστικών δεν δηµιουργεί προκλήσεις. Για παράδειγµα, στην πρόβλεψη της
τιµής της µετοχής της εταιρίας X είναι λογικό να συµπεριληφθούν τα έσοδα και τα έξοδά της. Παροµοίως, για
την αναγνώριση οµιλητή µέσω ήχου κρίνεται χρήσιµο χαρακτηριστικό η εκτίµηση του µεγέθους της φωνητικής
οδού ή των συχνοτήτων οµιλίας ώστε να συµπεράνουµε αν ο οµιλητής είναι άντρας, γυναίκα ή παιδί.

Ωστόσο, η εξαγωγή µίας ορθής αναπαράστασης δεν είναι τόσο άκοπη σε άλλα πεδία εφαρµογών. Χαρακτηριστικό
παράδειγµα είναι η όραση υπολογιστών. ΄Εστω ότι σκοπός µας είναι η ανίχνευση προσώπων σε µία φωτογραφία.
΄Ενα πολύ σηµαντικό και προεξέχον χαρακτηριστικό είναι η παρουσία µύτης ή µατιών. Ωστόσο, η περιγραφή
τέτοιων χαρακτηριστικών σε µορφή pixels είναι δύσκολη. Ο ανθρώπινος νους λαµβάνει µεν ένα σήµα παρόµοιο
µε αυτό µίας συλλογής pixels αλλά η διεργασία που ακολουθεί για την εύρεση των περιοχών που εντοπίζονται
πρόσωπα διέρχεται πολλά στάδια, ή επίπεδα, προτού ληφθεί η απόφαση. Εποµένως, µία ιδέα είναι η µοντελοποίηση
συστηµάτων που µιµούνται αυτή τη διαδικασία.

Μία λύση έγκειται στη χρήση µηχανικής µάθησης για την ανακάλυψη όχι µόνο του τρόπου µε τον οποίο η
αναπαράσταση παράγει την έξοδο αλλά και στην εξαγωγή της ίδιας της αναπαράστασης. Χρησιµοποιούµε, λοιπόν,
low-level χαρακτηριστικά, όπως οι τιµές των pixels, και επιτρέπουµε στον υπολογιστή να κατασκευάσει high-
level αναπαραστάσεις, όπως µάτια και φρύδια, εκφρασµένες ως συνδυασµός απλότερων αναπαραστάσεων. Αυτή
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δηλαδή υπάρχουν αλγόριθµοι που επιλύουν µε ακρίβεια ανάλογη του µέσου ανθρώπου
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1.1. Μηχανική Μάθηση

η πειθαρχία ονοµάζεται Βαθιά Μάθηση (Deep Learning), καθώς τα ακατέργαστα δεδοµένα περνούν από πολλά
επίπεδα πριν την πρόβλεψη, παράγοντας "βαθιές" αρχιτεκτονικές. Η γέννηση του κλάδου πυροδοτήθηκε από
αξιοσηµείωτη πρόοδο στις δυνατότητες των υπολογιστών και στη χρήση καρτών γραφικών (Graphics Processing
Units - GPUs) για την εκπαίδευση των µοντέλων.

Χαρακτηριστικό παράδειγµα αποτελεί το πρόσθιο νευρωνικό δίκτυο ή το πολυεπίπεδο perceptron ή, στη διεθνή
ορολογία, Multi-Layer Perceptron - MLP (βλ. κεφάλαιο 4). Συνοπτικά, πρόκειται για µία απεικόνιση (mapping)
από ένα διάνυσµα εισόδου σε τιµές εξόδου που κατασκευάζεται ως σύνθεση πολλών απλότερων συναρτήσεων.
Στα πιο βαθιά επίπεδα, δηλαδή, η συνάρτηση χρησιµοποιεί ολοένα και πιο πολύπλοκα και εκλεπτυσµένα χαρακ-
τηριστικά. Επιστρέφουµε στο παράδειγµα αναγνώρισης προσώπου. Στο επίπεδο εισόδου, το MLP λαµβάνει τις
τιµές των pixel. Στο πρώτο κρυφό επίπεδο εντοπίζει ακµές, στο δεύτερο γωνίες και περιγράµµατα, στο τρίτο
µέρη αντικειµένων. Συνδυάζοντας τις εξόδους του τρίτου επιπέδου, είναι η δυνατή η πρόβλεψη.

Αξίζει, λοιπόν, να εντρυφήσουµε στα προβλήµατα που αντιµετωπίζει ο κλάδος της µηχανικής µάθησης. Η
κατηγοριοποίηση των αλγορίθµων έγκειται στη δοκιµασία που χρησιµοποιούνται. Η ανάλυση περιορίζεται στις
βασικές κατηγορίες και γίνεται µία σύντοµη αναφορά σε αξιοσηµείωτες περιπτώσεις.

1.1.1 Επιβλεπόµενη Μάθηση
Στα προβλήµατα επιβλεπόµενης µάθησης, κάθε στοιχείο του συνόλου δεδοµένων συνδεύεται από µία επισηµείωση
(label). Οι αλγόριθµοι στοχεύουν στην πρόβλεψη αυτής της τιµής. Συνεπώς, σε αυτή την κλάση προβληµάτων, η
αξιολόγηση της απόδοσης των αλγορίθµων είναι διαισθητικά απλή και έγκειται στην απόκλιση από τις πραγµατικές
τιµές (ground truth). Το είδος της επισηµείωσης καθορίζει τη διεργασία.

Ταξινόµηση

Στα προβλήµατα ταξινόµησης (classification), οι επισηµειώσεις λαµβάνουν διακριτές τιµές. Κάθε τιµή αντισ-
τοιχεί σε µία κατηγορία αντικειµένων, ή κλάση, όπως σκύλος ή γάτα. Σκοπός, λοιπόν, είναι η κατασκευή ενός
συστήµατος που προβλέπει την κλάση ενός διανύσµατος δεδοµένων εισόδου. Για παράδειγµα, σε συστήµατα
οπτικής αναγνώρισης χαρακτήρων (Optical Character Recognition - OCR) κάθε εικόνα αντιστοιχεί σε ένα
γράµµα της αλφαβήτου, ενώ σε διαγνωστικά εργαλεία ο στόχος µπορεί να είναι η κατηγοριοποίηση των όγκων
σε καλοηθείς και κακοηθείς. Σε προβλήµατα ταξινόµησης επικρατεί το πιθανοκρατικό µοντέλο, όπου σε κάθε
κλάση ανατίθεται µία πιθανότητα και επιλέγεται η κατηγορία µε τη µεγαλύτερη τιµή. Ο χώρος εισόδου, λοιπόν,
διαιρείται σε περιοχές όπου κάθε κατηγορία υπερισχύει. Το µεταίχµιο δύο περιοχών ονοµάζεται σύνορο από-
φασης. ΄Ενα παράδειγµα απεικονίζεται στο σχήµα 1.1.1a. Μία γραµµή διαχωρίζει τα πρότυπα και η θέση ενός
σηµείου στο χώρο καθορίζει την πρόβλεψη.

Παλινδρόµηση

Στα προβλήµατα παλινδρόµησης (regression), η έξοδος (επισηµείωση) δεν είναι διακριτή αλλά λαµβάνει συνεχείς
τιµές. Στόχος είναι η εκτίµηση µίας συνάρτησης f που ταιριάζει βέλτιστα στα δεδοµένα. Υπάρχουν διάφορα
κριτήρια αξιολόγησης (βλ. §4.3). Η διεργασία της παλινδρόµησης έχει πλούσια ιστορία και πρόδροµός της
µπορεί να θεωρηθεί η ειδική περίπτωση της µεθόδου ελαχίστων τετραγώνων. Το φάσµα των εφαρµογών είναι
αξιοσηµείωτα ευρύ. Για παράδειγµα, έστω το πρόβληµα πρόβλεψης της τιµής µίας οικείας µε δεδοµένα όπως
εµβαδόν σε m2, ταχυδροµικός κώδικας περιοχής και χρονιά κατασκευής. Στο σχήµα 1.1.1b παρουσιάζεται ένα
απλό παράδειγµα όπου µία ευθεία προσαρµόζεται στα δεδοµένα ώστε να τα "εξηγεί" βέλτιστα.

1.1.2 Μη-Επιβλεπόµενη Μάθηση
Σε αντίθεση µε την επιβλεπόµενη µάθηση, αυτή η κατηγορία δε φέρει επισηµειώσεις στα δεδοµένα. Αντί, λοιπόν,
ο στόχος να είναι η πρόβλεψη κάποιας τιµής, οι διεργασίες της µη-επιβλεπόµενης µάθησης επικεντρώνονται στην
ανακάλυψη της δοµής των δεδοµένων αναλύοντας τις συσχετίσεις µεταξύ των ελεύθερων µεταβλητών εισόδου.
Ακολουθεί η περιγραφή ορισµένων ιδιαίτερα σηµαντικών εφαρµογών.

Συσταδοποίηση

Η συσταδοποίηση (clustering) των δεδοµένων αφορά την οµαδοποίησή τους σε διακριτές οµάδες. Σε αντίθεση µε
την ταξινόµηση, οι κλάσεις δεν είναι γνωστές εκ των προτέρων. Αντίθετα, οι αλγόριθµοι εξερευνούν τα δεδοµένα
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Κεφάλαιο 1. Εισαγωγή
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(b) Παλινδρόµηση

Σχήµα 1.1.1: Προβλήµατα Επιβλεπόµενης Μηχανικής Μάθησης

για οµοιότητες και διαφορές ανάµεσα στα πρότυπα προσπαθώντας να τα κατατάξουν ανάλογα. Η συσταδοποίηση
κατέχει κεντρικό ρόλο σε πεδία εφαρµογών όπως έρευνα αγοράς, όπου οι µελετητές προσπαθούν να διασπάσουν
τον πληθυσµό σε οµάδες µε κοινά χαρακτηριστικά µε σκοπό να κατευθύνουν τη διαφήµιση και την ανάπτυξη
προϊόντων. Παροµοίως, η συσταδοποίηση χρησιµοποιείται στον εντοπισµό κοινοτήτων στα κοινωνικά δίκτυα.

Μείωση Διαστατικότητας

Στην εποχή των Μεγάλων Δεδοµένων (Big Data), είναι πολλές φορές ανώφελο να συµπεριλάβουµε όλες τις
διαθέσιµες πηγές πληροφορίας στην ανάπτυξη συστηµάτων. Κρίνεται επιθυµητή, λοιπόν, η αποµάκρυνση των
µεταβλητών που φέρουν µη χρήσιµη πληροφορία και η διατήρηση των χρήσιµων πηγών. Αυτή η διεργασία
αντιστοιχεί στη µείωση διαστατικότητας (dimensionality reduction). ΄Ενας από τους πιο γνωστούς αλγορίθµους
είναι η Ανάλυση σε Κύριες Συνιστώσες (Principal Component Analysis - PCA), όπου επιλέγονται οι µεταβλητές
(που πιθανόν να διαφέρουν από τις αρχικές ελεύθερες µεταβλητές και να αντιστοιχούν σε γραµµικό συνδυασµό
τους) που χαρακτηρίζονται από τη µέγιστη διακύµανση.

1.1.3 Ενισχυτική Μάθηση

Η ενισχυτική µάθηση (reinforcement learning) είναι τοµέας της µηχανικής µάθησης µε αλγορίθµους που
µιµούνται τη διαδικασία µάθησης που ακολουθεί ο ανθρώπινος οργανισµός [SB98]. ΄Ενα σύστηµα αλληλεπιδρά
µε ένα δυναµικό περιβάλλον ώστε να επιτευχθεί κάποιος στόχος. Ωστόσο, δεν υπάρχει κάποια επισηµείωση
που να ορίζει σωστή συµπεριφορά όπως στην επιβλεπόµενη µάθηση. ΄Εστω, για παράδειγµα, ένα σύστηµα που
µαθαίνει να παίζει ένα παιχνίδι όπως τα κλασσικά παιχνίδια της ATARI [Mni+13]. Σε αυτή την περίπτωση, η
αξιολόγηση του µοντέλου συµπίπτει µε το σκορ που επιτυγχάνει.

1.2 Στόχοι και Οργάνωση Εργασίας

Στο πλαίσιο της Βαθιάς Μηχανικής Μάθησης, παρατηρήθηκε εµφανής άνθιση των εφαρµογών, καθώς οι
µηχανικοί δε χρειάζεται να τροφοδοτήσουν έξυπνα χαρακτηριστικά στο µοντέλο αλλά ακατέργαστα δεδοµένα
και να αφήσουν την υπολογιστική ισχύ να ανιχνεύσει την αναπαράσταση. Σε αυτό το σηµείο έχουµε φτάσει
σήµερα όπου ο ζήλος δηµιουργίας εφαρµογών αποτελεί τον κινητήριο µοχλό της έρευνας. Ωστόσο, τα θεωρητικά
θεµέλια των µοντέλων είναι ελλιπή και η κατανόηση των εσωτερικών διεργασιών των σύγχρονων σύνθετων αρ-
χιτεκτονικών της µηχανικής µάθησης παρουσιάζει µεγάλα κενά. Κατά συνέπεια, απουσιάζει η διαίσθηση στην
εξαγωγή συµπερασµάτων για τις λειτουργίες των µοντέλων.

Αναλυτικότερα, τα µη-γραµµικά µαθηµατικά διέπουν τον πυρήνα των µοντέλων της µηχανικής µάθησης, το
νευρώνα. Η µη-γραµµικότητα εντοπίζεται στη συνάρτηση ενεργοποίησης, η οποία εµπεριέχει την πράξη max-
imum στην πλειονότητα των σύγχρονων αρχιτεκτονικών. ΄Αρα, τα µαθηµατικά οικοδοµήµατα που αναδύονται
είναι συµβατά µε την τροπική γεωµετρία, η οποία αντιστοιχεί σε min-plus και max-plus µαθηµατική θεώρηση.
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1.2. Στόχοι και Οργάνωση Εργασίας

Με αφετηρία αυτή τη σηµαντική παρατήρηση, κρίνουµε σκόπιµο στο πλαίσιο της παρούσας διπλωµατικής να
εξερευνήσουµε αυτή τη σύνδεση που προσφέρει µαθηµατική θεµελίωση και κατανόηση των συστηµάτων της
µηχανικής µάθησης από µία διαφορετική οπτική γωνία µε στιβαρά µαθηµατικά θεµέλια.

Με υπόβαθρο τα τροπικά µαθηµατικά µελετάται η µοντελοποίηση προβληµάτων τροπικής βελτιστοποίησης και
αναζητείται µία διάβαση από την τροπική στην κλασική θεώρηση. Στη συνέχεια, αξιοποιώντας εργαλεία από
το γενικότερο πλαίσιο της Θεωρίας Πλεγµάτων, στρεφόµαστε σε νευρωνικά δίκτυα και εφαρµογές µηχανικής
µάθησης. Μελετάται η σύνδεση των µορφολογικών τελεστών min και max µε τις περιοχές απόφασης που
δηµιουργούν και πως αρχιτεκτονικές νευρωνικών δικτύων µπορούν να επιβάλλουν επιθυµητά χαρακτηριστικά
στη συνάρτηση εξόδου, όπως µονοτονία. Τέλος, ιδιαίτερη προσοχή επικεντρώνεται στην αραιότητα που επιφέρει
η χρήση µορφολογικών νευρώνων και η εκµετάλλευση αυτής της ιδιότητας για αποτελεσµατική συµπίεση του
δικτύου µε τεχνικές pruning.

Η διπλωµατική εργασία χωρίζεται σε 7 κεφάλαια. Ακολουθεί µία επιγραµµατική παρουσίαση των περιεχοµένων
κάθε κεφαλαίου:

• Στο κεφάλαιο 1 πραγµατοποείται µία εισαγωγή στην εργασία, αναλύοντας το αντικείµενο, τη δοµή και
τους στόχους. Συµπεριλαµβάνεται µία επισκόπηση του κλάδου της µηχανικής µάθησης, τα προβλήµατα
του οποίου κινητοποιούν τις εφαρµογές που αναλύονται στη συνέχεια.

• Στο κεφάλαιο 2 παρουσιάζεται η θεωρία των τροπικών µαθηµατικών που αποτελεί το θεµέλιο λίθο για τη
µετέπειτα ανάλυση. Η ανάλυση των επόµενων κεφαλαίων πραγµατοποείται µέσα από το τροπικό πρίσµα.
Συµπεριλαµβάνονται παραδείγµατα για την καλύτερη κατανόηση των εννοιών. Επιπρόσθετα, εισάγονται
γεωµετρικές έννοιες όπως ευθείες και παραβολές στην τροπική άλγεβρα και συγκρίνονται µε τα γραµµικά
τους ανάλογα.

• Στο κεφάλαιο 3 παρουσιάζεται µία περιήγηση του κλάδου της βελτιστοποίησης, εστιάζοντας σε υπ-
οκατηγορίες κρίσιµες στην τροπική ανάλυση αλγορίθµων, όπως ο προγραµµατισµός διαφοράς κυρτών
συναρτήσεων (Difference of Convex Programming). Ακόµη, προτείνεται ένας τρόπος µετατροπής
τροπικών προβληµάτων βελτιστοποίησης σε κλασικά προβλήµατα, ξεκλειδώνοντας τα µαθηµατικά εργαλεία
της κυρτής βελτιστοποίησης.

• Το κεφάλαιο 4 καταπιάνεται µε τα νευρωνικά δίκτυα. Αναλύεται η δοµή τους και η ιδέα που κινητοποίησε
την επινόησή τους. Παρουσιάζονται συναρτήσεις ενεργοποίησης και κόστους, θεµελιώνεται η εκπαίδευση
των νευρωνικών δικτύων, δηλαδή πως επιτυγχάνεται η εκµάθηση της "γνώσης" που κρύβεται στα δεδοµένα.
Τέλος, συζητούνται διάφοροι αλγόριθµοι βελτιστοποίησης της εκπαίδευσης.

• Στο κεφάλαιο 5 στρεφόµαστε σε µία ειδική κατηγορία νευρωνικών δικτύων, τα µορφολογικά νευρωνικά
δίκτυα. Η ιδιαιτερότητά τους έγκειται στην επιλογή των συναρτήσεων ενεργοποίησης. Πραγµατοποείται
µία σύντοµη εισαγωγή στα µορφολογικά µαθηµατικά και στη Θεωρία Πλεγµάτων, γίνεται σύνδεση µε την
τροπική άλγεβρα. Παρουσιάζονται διάφορα µοντέλα µορφολογικών δικτύων µε αυξανόµενη πολυπλοκότητα
και αναλύεται η δυνατότητα προσέγγισης τους και τα σύνορα απόφασης που δηµιουργούν. Παρουσιάζον-
ται αρχιτεκτονικές που επιβάλλουν µονοτονικές συνθήκες στην έξοδο. Τέλος, εξετάζεται η εκπαίδευση
µορφολογικών νευρωνικών δικτύων µέσω διεργασιών βελτιστοποίησης, η οποία συµπληρώνεται µε σχετικά
πειράµατα.

• Στο κεφάλαιο 6 παρουσιάζονται τα πειραµατικά αποτελέσµατα των µοντέλων του προηγούµενου κεφαλαίου.
Διακρίνουµε τις περιπτώσεις µονοτονικών και µη δικτύων. Στην πρώτη περίπτωση παρουσιάζεται ένας αλ-
γόριθµος παραγωγής τεχνητού συνόλου δεδοµένων και η πειραµατική αξιολόγηση µονοτονικών δικτύων.
Επιπρόσθετα, παρουσιάζεται µία αµιγώς τροπική επίλυση του προβλήµατος παλινδρόµησης µονοτονικών
δεδοµένων. Στη µη µονοτονική περίπτωση, η πειραµατική αξιολόγηση επικεντρώνεται σε δηµοφιλή σύνολα
δεδοµένων, όπως MNIST [LeC98] και FashionMNIST [XRV17], και συγκρίνεται η απόδοση διάφορων αρ-
χιτεκτονικών. Ιδιαίτερο βάρος δίνεται στη συµπίεση των δικτύων µε τεχνικές pruning.

• Το κεφάλαιο 7 δρα ως επίλογος της παρούσας διπλωµατικής εργασίας. Συνοψίζονται τα αποτελέσµατα
και παρατίθενται τα κύρια συµπεράσµατα. Τέλος, προτείνονται πιθανές µελλοντικές επεκτάσεις των ιδεών
της εργασίας.
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Κεφάλαιο 1. Εισαγωγή

1.3 Συµβολισµός
Προτού εντρυφήσουµε στην ουσία της εργασίας, αξίζει να διαλευκάνουµε το συµβολισµό που θα ακολουθήσει,
ώστε ο αναγνώστης να είναι σε θέση να παρακολουθήσει το κείµενο και τη ροή της µαθηµατικής σκέψης.

Αναφερόµαστε µε τα σύµβολα N,Z,R στα συνολα των φυσικών, των ακεραίων και των πραγµατικών αριθµών
αντίστοιχα. Αναλυτικότερα, N = {1, 2, 3, . . . }, Z = {. . . ,−3,−2,−1, 0, 1, 2, 3, . . . } και µε το σύµβολο R
αναφερόµαστε στην ευθεία των πραγµατικών αριθµών (−∞,∞). Στο πλαίσιο της τροπικής γεωµετρίας,
συναντάµε τα επεκτεταµένα σύνολα των πραγµατικών αριθµών Rmax = R ∪ {−∞} και Rmin = R ∪ {+∞}.
Συµβολίζουµε:

• τα βαθµωτά µεγέθη µε µικρά γράµµατα, π.χ. a ∈ R,

• τα διανύσµατα ή τους µονοδιάστατους πίνακες (στήλη) µε µικρά γράµµατα σε bold γραµµατοσειρά, π.χ.
a ∈ Rn,

• τους πίνακες µε κεφαλαία γράµµατα σε σε bold γραµµατοσειρά, π.χ. A ∈ Rm×n

Για παράδειγµα,

a = 3.14 a =




1
2
3


 A =




1 2
3 4
4 6




Τέλος, για τις νόρµες `p για x ∈ Rn, ισχύει:

‖x‖p =

(
n∑

i=1

|xi|p
) 1
p

µε ‖x‖∞ = max{|x1|, |x2|, . . . , |xn|}.
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Κεφάλαιο 2. Τροπική Γεωµετρία

Ο κλάδος της Τροπικής Γεωµετρίας µελετά συστήµατα που µοντελοποιούνται µε τη χρήση των πράξεων min και
+. Πρόκειται, λοιπόν, για (min,+)-γεωµετρία και αρχικά είχε λάβει αυτή την ονοµασία. Ωστόσο, επικράτησε
η "εξωτική" ονοµασία προς τιµήν του Βραζιλιάνου µαθηµατικού Imre Simon, ο οποίος ήταν από τους πρώτους
µελετητές. Η (min,+)-άλγεβρα συνδέεται άµεσα µε τη (max,+) µέσω του ισοµορφισµού φ(x) = −x [Mar15].
Στο πλαίσιο της εργασίας, λοιπόν, υιοθετούµε την ονοµασία τροπική γεωµετρία για την περιγραφή και των δύο
αλγεβρών. Η αναφορά σε µία από αυτές σηµειώνεται ρητά ή προκύπτει από το περιεχόµενο.

Αφετηρία για τη συζήτηση περί τροπικής γεωµετρίας είναι ένα πρόβληµα της καθηµερινότητας:

Example 2.0.1: Κίνητρο [But10]

Εξετάζουµε το πρόβληµα χρονοδροµολόγησης που προκύπτει στην περίπτωση συνδεδεµένων πτήσεων
(βλ. σχήµα 2.0.1). ΄Εστω τρία αεροδρόµια A,B,C και δύο πτήσεις α : A→ C και β : B → C. Οι πτήσεις
αναχωρούν τους χρόνους xα, xβ αντίστοιχα, ενώ η διάρκειες τους είναι dα, dβ . Από το αεροδρόµιο C
υπάρχουν δύο πτήσεις, έστω γα, γβ . ΄Εστω Aij ο χρόνος µεταφοράς που απαιτείται από την προσγείωση
της πτήσης j µέχρι την άφιξη στην πύλη για την αναχώρηση της πτήσης γi. Θεωρούµε ότι σε µεγάλα
αεροδρόµια, ο χρόνος Aij δεν είναι αµελητέος. Αναζητούµε, λοιπόν, τους νωρίτερους δυνατούς χρόνους
αναχώρησης για τις πτήσεις γα, γβ , τους οποίους συµβολίζουµε µε b1, b2 αντίστοιχα. Τότε, το σύστηµα
έχει την ακόλουθη µορφή.

b1 = max{xα + dα +Aαα, xβ + dβ +Aαβ}
b2 = max{xα + dα +Aβα, xβ + dβ +Aββ}

Θεωρώντας τον πίνακα Cij = Aij + dj , το παραπάνω σύστηµα γίνεται b = C�x και αποτελεί γραµµικό
σύστηµα στο πλαίσιο της max-plus άλγεβρας, όπου µε � συµβολίζουµε τον τροπικό πολλαπλασιασµό
πινάκων υπό τη max-plus έννοια.

xα

A

xβ

B

b1

b2

Aαα

Aββ

A
βα

Aα
β

C

Σχήµα 2.0.1: Χρονοδροµολόγηση συνδεδεµένων πτήσεων

2.1 Βασικές έννοιες

Προτού εντρυφήσουµε στην τροπική άλγεβρα, αξίζει να δοθεί σηµασία στο γραµµικό ανάλογό της, τη Γραµµική
΄Αλγεβρα και τη σύνδεση µεταξύ των δύο. Η κύρια διαφορά, τουλάχιστον σε άλγεβρικό επίπεδο, είναι η αν-
τικατάσταση των πράξεων (+,×) της γραµµικής άλγεβρας µε το ζεύγος (min,+) στην τροπική γεωµετρία υπό
τη min-plus έννοια και µε (max,+) για τη max-plus έννοια. Επιπρόσθετα, οι δύο περιπτώσεις χαρακτηρίζονται
από διαφορετικό ουδέτερο στοιχείο ε. Για την περίπτωση min-plus έχουµε εmin = +∞ καθώς ∀a ∈ R ισχύει
ότι min{a, εmin} = a. Οµοίως, εmax = −∞. Στο πλαίσιο της τροπικής γεωµετρίας, λοιπόν, επεκτείνουµε το
σύνολο των πραγµατικών αριθµών R ώστε να συµπεριλαµβάνει το ουδέτερο στοιχείο της εκάστοτε θεώρησης.
Συνεπώς, Rmin = R ∪ {εmin} = R ∪ {+∞} και Rmax = R ∪ {εmax} = R ∪ {−∞}. Τότε, οι πράξεις για δύο
στοιχεία x, y ορίζονται ως:

• x ∧ y = min{x, y} για x, y ∈ Rmin ως την πράξη της τροπικής πρόσθεσης (min-plus έννοια)

• x ∨ y = max{x, y} για x, y ∈ Rmax ως την πράξη της τροπικής πρόσθεσης (max-plus έννοια)

• x+ y ως την πράξη του τροπικού πολλαπλασιασµού για x, y ∈ Rmin ή x, y ∈ Rmax
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2.1. Βασικές έννοιες

Επεκτείνουµε τις έννοιες αυτές σε πολυδιάστατους χώρους. Τότε, οι πράξεις της τροπικής άλγεβρας για n-
διάστατα διανύσµατα ορίζονται ως:

• a ∧ b =
[
a1 ∧ b1, . . . , an ∧ bn

]>
για a,b ∈ Rnmin

• a ∨ b =
[
a1 ∨ b1, . . . , an ∨ bn

]>
για a,b ∈ Rnmax

• a + b =
[
a1 + b1, . . . , an + bn

]>
για a,b ∈ Rnmin ή a,b ∈ Rnmax

Με άλλα λόγια, οι πράξεις γίνονται ανά στοιχείο (element-wise). Οι πράξεις πινάκων στην τροπική άλγεβρα
ορίζονται ως:

• (A ∧B)ij = min(aij , bij) για A,B ∈ Rm×nmin

• (A ∨B)ij = max(aij , bij) για A,B ∈ Rm×nmax

• (A�′ B)ij =
k∧
q=1

aiq + bqj για A ∈ Rm×kmin ,B ∈ Rk×nmin

• (A�B)ij =
k∨
q=1

aiq + bqj για A ∈ Rm×kmax ,B ∈ Rk×nmax

Example 2.1.1: παράδειγµα σε πίνακα

Παρουσιάζουµε ορισµένα παραδείγµατα για την καλύτερη κατανόηση των παραπάνω εννοιών: ΄Εστω A =[
3 3
0 7

]
, B =

[
4 1
5 2

]
. Τότε, εκτελώντας τις τροπικές εκδόσεις της πρόσθεσης και του πολλαπλασιασµού

βρίσκουµε ότι:

C = A ∧B =

[
3 3
0 7

]
∧
[
4 1
5 2

]
=

[
3 ∧ 4 3 ∧ 1
0 ∧ 5 7 ∧ 2

]
=

[
3 1
0 2

]

C = A ∨B =

[
3 3
0 7

]
∨
[
4 1
5 2

]
=

[
3 ∨ 4 3 ∨ 1
0 ∨ 5 7 ∨ 2

]
=

[
4 3
5 7

]

C = A�′ B =

[
3 3
0 7

]
�′
[
4 1
5 2

]
=

[
(3 + 4) ∧ (3 + 5) (3 + 1) ∧ (3 + 2)
(0 + 4) ∧ (7 + 5) (0 + 1) ∧ (7 + 2)

]
=

[
7 4
4 1

]

C = A�B =

[
3 3
0 7

]
�

[
4 1
5 2

]
=

[
(3 + 4) ∨ (3 + 5) (3 + 1) ∨ (3 + 2)
(0 + 4) ∨ (7 + 5) (0 + 1) ∨ (7 + 2)

]
=

[
8 5
12 9

]

Αξίζει να εξετάσουµε την τροπική άλγεβρα από τη σκοπιά της Θεωρίας Οµάδων. Παρατηρούµε ότι η πράξη
∧ είναι ταυτοδύναµη (idempotent) και ότι αµφότερες είναι αντιµεταθετικές (commutative). Επιπλέον, για
την πράξη της τροπικής πρόσθεσης min δεν ορίζεται αντίστροφο στοιχείο[Pin98]. Εποµένως, το (Rmin,∧,+)
είναι ένας ταυτοδύναµος αντιµεταθετικός ηµιδακτύλιος (idempotent commutative semiring) [GN04; GM08]. Η
τροπική διαίρεση ορίζεται ως η κλασσική αφαίρεση. Παρατηρούµε ότι ο τροπικός ηµιδακτύλιος (Rmin,∧,+) είναι
ισοµορφικός µε τον (max,+)-ηµιδακτύλιο (Rmax,∨,+) µέσω του ισοµορφισµού φ(x) = −x.
Από την παραπάνω συζήτηση περί ουδέτερου στοιχείου καταλήγουµε στην έννοια του µοναδιαίου πίνακα, ο
οποίος χαρακτηρίζεται από την ιδιότητα I�′A = A�′ I = A στη min-plus περίπτωση και I�A = A� I = A
στη max-plus. Κατά συνέπεια, ο µοναδιαίος πίνακας έχει ιδιαίτερη µορφή µε 0 στα στοιχεία της διαγωνίου και
ε στα υπόλοιπα:

I =




0 ε . . . ε

ε 0 . . .
...

...
. . . ε

ε ε . . . 0




(2.1.1)

Παρατηρούµε ότι έχει την ίδια δοµή µε το µοναδιαίο πίνακα της γραµµικής άλγεβρας και η διαφορά έγκειται στο
γεγονός ότι τα ουδέτερα στοιχεία του πολλαπλασιασµού και της πρόσθεσης είναι διαφορετικά.
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Κεφάλαιο 2. Τροπική Γεωµετρία

2.2 Επίλυση Τροπικά Γραµµικών Συστηµάτων

Στρέφουµε την προσοχή µας σε ενδιαφέροντα και σηµαντικά προβλήµατα που έχουν µελετηθεί και επιλύονται
στο πλαίσιο των τροπικών µαθηµατικών. Λόγω της στενής σχέσης µεταξύ (min,+) και (max,+) µαθηµατικών,
µεταπηδούµε από τη µία άλγεβρα στην άλλη. Υπενθυµίζουµε ότι συµβολίζουµε ως � και �′ τον πολλαπλασισµό
πινάκων σε (max,+) και (min,+) άλγεβρα, αντίστοιχα.

Ο κλάδος της γραµµικής άλγεβρας αναπτύχθηκε (εν µέρει) αποσκοπώντας την επίλυση συστηµάτων γραµµικών
εξισώσεων. Σε συµπαγή µορφή πίνακα:

A · x = b (2.2.1)

µε A ∈ Rm×n,x ∈ Rn,b ∈ Rm. Το αντίστοιχο πρόβληµα στη (max,+) άλγεβρα λαµβάνει τη µορφή:

A� x = b µε A ∈ Rm×nmax ,x ∈ Rnmax,b ∈ Rmmax (2.2.2)

Το πρόβληµα αυτό µελετήθηκε από τον Cuninghame-Green στο έργο του Minimax Algebra[Cun79].

Theorem 2.2.1: αντίστροφος Cuninghame-Green

Το πρόβληµα (2.2.2) έχει λύση x∗ µόνο αν το διάνυσµα x∗:

x∗ = A∗ �′ b, A∗
4
= −A> (2.2.3)

αποτελεί λύση του. Ο πίνακας A∗ λέγεται αντίστροφος Cuninghame-Green και ισχύει:

A� x ≤ A� x∗ ≤ b

Πολλά προβλήµατα µπορούν να µοντελοποιηθούν µε αυτό τον τρόπο. Ιστορικά, ένας από τους πρώτους κλάδους
όπου εφαρµόστηκαν ιδέες τροπικής άλγεβρας είναι η επιχειρησιακή έρευνα (operations research). Η µαθηµατική
µοντελοποίηση που προσφέρει η τροπική άλγεβρα χρησιµοποιήθηκε και στην επίλυση προβληµάτων machine-
scheduling, shortest-path problems κ.α.

Example 2.2.2: scheduling

Ο Cuninghame-Green, ένας από τους πρώτους µελετητές της τροπικής άλγεβρας και συγγραφέας
του Minimax Algebra [Cun79], µελέτησε το πρόβληµα multi-machine interactive production process
(MMIPP). ΄Εστω ότι έχουµε τα προϊόντα P1, P2, · · · , Pm και n µηχανές, καθεµία από τις οποίες συν-
δράµει µερικά στη δηµιουργία ενός τελικού προϊόντος. ΄Εστω, λοιπόν, aij ο χρόνος που απαιτείται στη
µηχανή j για την παραγωγή του προϊόντος Pi. Σε περίπτωση που η µηχανή j δε χρησιµοποιείται για
την παραγωγή του το προϊόντος Pi, θέτουµε aij = −∞. Επιπλέον, έστω xj ο χρόνος εκκίνησης της
µηχανής j. Τότε, όλα τα µερικά προϊόντα που απαιτούνται για το Pi θα είναι έτοιµα τη χρονική στιγµή
bi όπου

bi =
∨

k

Aik + xk

Σε συµπαγή µορφή
A� x = b (2.2.4)

Επιπρόσθετα, τα προβλήµατα ιδιοτιµών αντιστοιχούν σε ακρογωνιαίους λίθους στη θεωρία της τροπικής
γεωµετρίας. Αναλυτικότερα,

A�′ x = λ�′ x (2.2.5)

A�′ x ≥ λ�′ x (2.2.6)

Οι λύσεις τους παρέχονται από δύο θεµελιώδεις πίνακες για την τροπική γεωµετρία.

10



2.2. Επίλυση Τροπικά Γραµµικών Συστηµάτων

Definition 2.2.3: Γ(A) και ∆(A)

΄Εστω A ∈ Rn×nmin . Ορίζουµε τις άπειρες σειρές

Γ(A) = A ∧A2 ∧ · · · ∧An ∧ · · · =
∞∧

k=1

Ak (2.2.7)

∆(A) = I ∧A ∧A2 ∧ · · · ∧An ∧ · · · =
∞∧

k=0

Ak (2.2.8)

ως ασθενή και ισχυρή µεταβατική κλειστότητα, αντίστοιχα. Οι πίνακες αυτοί παρέχουν λύσεις στα
προβλήµατα (2.2.5), (2.2.6) αντίστοιχα. Οι λύσεις των προβληµάτων ονοµάζονται ιδιοδιανύσµατα (eigen-
vectors) και υπό-ιδιοδιανύσµατα (subeigenvectors) όταν δεν ισούνται µε ε.

΄Ενα χαρακτηριστικό παράδειγµα προέρχεται από το πρόβληµα ελαχίστων µονοπατιών. Εξετάζουµε την
περίπτωση που δεν υπάρχουν αρνητικοί κύκλοι.

Example 2.2.4: Shortest-Path Problem

v1

v3v2

-2

1

1

2

Σχήµα 2.2.1: Γράφος για το min-distance πρόβληµα

Ο παραπάνω γράφος αντιστοιχεί στον πίνακα βαρών:

A =




0 −2 1
ε 0 1
2 ε 0




Παρατηρούµε ότι δεν έχουµε ανακυκλώσεις (self-loops) και τα στοιχεία του πίνακα που δεν αντιστοιχούν
σε κάποια ακµή σηµειώνονται µε το ουδέτερο στοιχείο ε =∞. Στο απλό αυτό παράδειγµα, είναι εµφανές
ότι ο γράφος δεν έχει αρνητικούς κύκλους και ότι το µέγιστο µήκος µονοπατιού είναι 2. Εποµένως, τα
ελάχιστα µονοπάτια χαρακτηρίζονται από την εξίσωση:

Γ(A) = A�′ A2

Η παραπάνω εξίσωση σκιαγραφεί τη διαπίστωση ότι τα βέλτιστα µονοπάτια έχουν είτε µήκος 1 είτε µήκος
2. Υπολογίζουµε τα επιµέρους βήµατα:

A2 =




0 −2 1
ε 0 1
2 ε 0


�′




0 −2 1
ε 0 1
2 ε 0


 =




0 −2 −1
3 0 1
2 0 0




Παρατηρώντας το γράφο στο σχήµα 2.2.1, συµπεραίνουµε ότι δεν έχει κύκλους αρνητικού κόστους.
΄Αρα, τα περισσότερα βήµατα µπορούν µόνο να προσθέσουν κόστος και δεν χρειάζεται να υπολογίσουµε
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µεγαλύτερη δύναµη του A. Συνεπώς, ο πίνακας αποστάσεων είναι ίσος µε:

Γ(A) = A ∧A2

=




0 −2 1
ε 0 1
2 ε 0


 ∧




0 −2 −1
3 0 1
2 0 0




=




0 −2 −1
3 0 1
2 0 0




Ο τρόπος επίλυσης του προβλήµατος ελαχίστων µονοπατιών µέσω της εύρεσης της ασθενούς µεταβατικής
κλειστότητας Γ(A) ταυτίζεται µε το γνωστό αλγόριθµο Floyd-Warshall. Ο πίνακας Ak

αντιστοιχεί σε

ελάχιστα µονοπάτια µήκους L = k και ο πίνακας Γ(A) υπολογίζει τα ελάχιστα µονοπάτια εξετάζοντας
τα διάφορα µήκη.

2.3 Στοιχεία Γεωµετρίας

2.3.1 Τροπικές Καµπύλες

Αρχίζουµε την ανάλυση µας από απλές συναρτήσεις ή απεικονίσεις µίας µεταβλητής, όπως ευθείες και πολυώνυµα
στο τροπικό πλαίσιο. Η ευθεία χαρακτηρίζεται από δύο παραµέτρους, α και β που συνδέεουν την τετµηµένη x
και την τεταγµένη y µε την ακόλουθη σχέση:

y = α · x+ β (2.3.1)

Η γραφική παράσταση της ευθείας είναι καθολικά γνωστή. Η τροπική γεωµετρία µεταβάλλει τους τελεστές της
πρόσθεσης και του πολλαπλασιασµού. Ενώ ο ορισµός της ευθείας παραµένει αναλλοίωτος, το αποτέλεσµα είναι
διαφορετικό:

y = (α+ x) ∧ β = min(α+ x, β) (2.3.2)

Στο σηµείο x = x0 = β − α οι δύο όροι της τροπικής ευθείας είναι ίσοι. Αριστερά του σηµείου, η ελεύθερη
µεταβλητή x επικρατεί και καθορίζει την καµπύλη, ωστόσο δεξιά του σηµείου x0 επικρατεί ο σταθερός όρος.
Κατά συνέπεια, εντοπίζεται ένα "σπάσιµο" στο x0 όπου αλλάζει η κλίση της τροπικής ευθείας και η συνάρτηση
παύει να είναι παραγωγίσιµη. Γραφικά, έχουµε:

(−β
α , 0) (0, β)

(a) y = α · x+ β

(β − α, β)

(b) y = min(α+ x, β)

(β − α, β)

(c) y = max(α+ x, β)

Σχήµα 2.3.1: Ευθείες στις διάφορες άλγεβρες

Τα σηµεία αυτά είναι χαρακτηριστικά της τροπικής γεωµετρίας. Το πλαίσιο των τροπικών µαθηµατικών µελετάει
εκ φύσεως τµηµατικά γραµµικές συναρτήσεις (piecewise linear ή PWL). Συνεχίζουµε την ανάλυση µε
συναρτήσεις δευτέρου βαθµού, τη γνωστή παραβολή. Στα "κλασικά" µαθηµατικά, η παραβολή χαρακτηρίζεται
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από τη σχέση:
y = α · x2 + β · x+ γ (2.3.3)

Τροπικοποιώντας την παραβολή, δηλαδή εναλλάσσοντας τους τελεστές, έχουµε:

y = (α+ 2 · x) ∧ (β + x) ∧ γ = min(α+ 2 · x, β + x, γ) (2.3.4)

Γραφικά έχουµε:

(a) y = α · x2 + β · x+ γ

β − α γ − β

2β − α

γ

(b) y = min(α+ 2 · x, β + x, γ)

γ − β β − α

γ

2β − α

(c) y = max(α+ 2 · x, β + x, γ)

Σχήµα 2.3.2: Παραβολές στις διάφορες άλγεβρες

2.3.2 Τροπικά Πολυώνυµα
Από τις γραφικές παραστάσεις 2.3.1 και 2.3.2, παρατηρούµε ότι ο βαθµός της συνάρτησης καθορίζει και το
πλήθος των γραµµικών τµηµάτων. Επιπλέον, είναι φανερό ότι στη (min,+) άλγεβρα οι συναρτήσεις είναι
κοίλες, ενώ στη (max,+) οι συναρτήσεις υπό µελέτη είναι κυρτές. Για λόγους πληρότητας, παραθέτουµε τον
ορισµό της κυρτότητας για συναρτήσεις:

Definition 2.3.1: Κυρτή Συνάρτηση

Μία συνάρτηση f : Rn → R είναι κυρτή αν dom f είναι κυρτό σύνολο και ∀x, y ∈ dom f και θ ∈ [0, 1]
ισχύει:

f(θx+ (1− θ)y) ≤ θf(x) + (1− θ)f(y) (2.3.5)

Αυτή η ιδιότητα των κυρτών συναρτήσεων παρουσιάζεται γραφικά στο σχήµα 2.3.3.

Στα προηγούµενα παραδείγµατα µελετήθηκαν συναρτήσεις µίας µεταβλητής. Η επέκταση των εννοιών σε περισ-
σότερες διαστάσεις είναι άµεση και διαισθητικά απλή. ΄Εστω x1, x2, · · · , xn ∈ Rmin. Τότε, το τροπικό µονώνυµο,
ή απλώς µονώνυµο, είναι οποιοδήποτε γινόµενο, υπό την τροπική έννοια, αυτών των µεταβλητών. Σηµειώνεται
ότι επιτρέπεται η επανάληψη όρων. Με συµπαγή τρόπο, µπορούµε να γράψουµε ένα τροπικό µονώνυµο ως k>x
όπου x,k ∈ Rnmin. Η κατασκευή ενός πολυωνύµου έγκειται στο συνδυασµό πολλών µονωνύµων. Αυτός ο
συνδυασµός αντιστοιχεί στην πράξη της πρόσθεσης στην κλασική ανάλυση. Ωστόσο, στα τροπικά µαθηµατικά,
το πολυώνυµο είναι το minimum πολλών µονωνύµων.

Definition 2.3.2: Τροπικό πολυώνυµο

Τροπικό πολυώνυµο (υπό τη min-plus έννοια) p(x1, x2, · · · , xn) : Rnmin → Rmin είναι ο πεπερασµένος
γραµµικός συνδυασµός τροπικών µονωνύµων:

p(x) = p(x1, x2, · · · , xn) = min
i
{ci1x1 + · · ·+ cinxn} = min

i
{c>i x} (2.3.6)

όπου ci ∈ Rn.

Ο ορισµός του τροπικού πολυωνύµου υπό την max-plus έννοια είναι ευθής και αντιστοιχεί στην εναλλαγή του
τελεστή min µε τον τελεστή max. Στο σχήµα 2.3.4 βλέπουµε παραδείγµατα πολυωνύµων µίας µεταβλητής στο
πλαίσιο των αλγεβρών (max,+) και (min,+) αντίστοιχα.
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x1 tx1 + (1− t)x2 x2

f(tx1 + (1− t)x2)

f(x1)

tf(x1) + (1− t)f(x2)

f(x2)

Σχήµα 2.3.3: Ιδιότητα κυρτών συναρτήσεων

΄Ενας ιδιαίτερα σηµαντικός πόλος της κλασικής αλγεβρικής γεωµετρίας είναι η εύρεση των ριζών ενός
πολυωνύµου ή ενός συστήµατος πολυωνυµικών εξισώσεων. Τα σηµεία αυτά ορίζουν µία υπερεπιφάνεια. Η
έννοια αυτή έχει αντίστοιχο στην τροπική γεωµετρία:

Definition 2.3.3: Tropical Hypersurface

΄Εστω p(x) : Rn → R ένα τροπικό πολυώνυµο n µεταβλητών. Ορίζουµε ως τροπική υπερεπιφάνεια
(tropical Hypersurface) T (p) ως το σύνολο σηµείων:

T (p) := {x ∈ Rn : Το minimum του p επιτυγχάνεται τουλάχιστον 2 φορές} (2.3.7)

−3 −2 −1 0 1 2 3

−3

−2

−1

0

1

2

3

Σχήµα 2.3.5: T (p) = {−2, 1}
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1 2 3 4 5 6 7

1

2

3

4

5

x

y

f1(x) = −2x+ 4

f2(x) = −0.2x+ 3

f3(x) = 2x− 8

f(x) = max{f1(x), f2(x), f3(x)}

(a) κατασκευή max-plus πολυωνύµου

1 2 3 4 5 6 7

1

2

3

4

5

x

y

f1(x) = 2x+ 2

f2(x) = 0.2x+ 3

f3(x) = −2x+ 12

f(x) = min{f1(x), f2(x), f3(x)}

(b) κατασκευή min-plus πολυωνύµου

Σχήµα 2.3.4: Κατασκευή πολυωνύµων σε max- και min-plus άλγεβρες

Τα σηµεία αυτά δεν είναι παραγωγίσιµα και αποτελούν τις ρίζες του τροπικού πολυωνύνου. Στο σχήµα 2.3.2b
παρατηρούµε ότι: T (p) = {β − α, γ − β}. Η τροπική υπερεπιφάνεια κατέχει έναν ιδιαίτερα σηµαντικό ρόλο,
καθώς διαχωρίζει το πεδίο ορισµού σε υποχωρία όπου κυριαρχούν διαφορετικά µονώνυµα. Ας εξετάσουµε το
παράδειγµα του σχήµατος 3. Η τροπική υπερεπιφάνεια είναι T (p) = {−2, 1} και, συνεπώς, το πεδίο ορισµού
dom(p) = {−∞,+∞} διαχωρίζεται στα υποχωρία {(−∞,−2), (−2, 1), (1,+∞)}. Στο καθένα από αυτά, κυρι-
αρχεί διαφορετικό µονώνυµο. Οι έννοιες αυτές επεκτείνονται και σε περισσότερες διαστάσεις.

Σχήµα 2.3.6: Ο τροπικός γράφος και η τροπική καµπύλη που ορίζονται από ένα τροπικό
πολυώνυµο δεύτερης τάξης στο R2

min. Με διαφορρετικό χρώµα φαίνονατι οι τοπικές
συναρτήσεις που αποτελούν τον κυρίραχο όρο στην περιοχή. Η αντίστοιχη περιοχή
φαίνεται στο επίπεδο εντός των διακεκοµµένων γραµµών. (πηγή: [MS15])

Στο παραπάνω σχήµα (2.3.6) µε χρώµατα συµβολίζεται το τροπικό πολυώνυµο δύο µεταβλητών x, y και στο
xy-επίπεδο φαίνεται η προβολή του, η οποία πρόκειται για την τροπική υπερεπιφάνεια. Στην περίπτωση του R2

είναι πιο προφανής ο διαµερισµός του πεδίου ορισµού σε περιοχές όπου κυριαρχούν τα διάφορα µονώνυµα που
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απαρτίζουν το πολυώνυµο. Οι Tarela and Martinez µελετούν piecewise linear συναρτήσεις από τη σκοπιά της
Θεωρίας Πλεγµάτων (Lattice) και χαρακτηρίζουν τις διάφορες περιοχές όπου κυριαρχεί διαφορετικός όρος της
συνάρτησης ως περιοχές προβολής Ωi [TM99]. Αν και η οικογένεια τµηµατικά γραµµικών συναρτήσεων είναι
σαφώς πιο ευρεία από τον αυστηρό ορισµό κυρτών (κοίλων) συναρτήσεων στο πλαίσιο της max-plus (min-plus)
άλγεβρας, η έννοια των περιοχών προβολής βρίσκει αντίκρισµα στα τροπικά µαθηµατικά.

Απο το σχήµα του τροπικού γράφου 2.3.6 και της αντίστοιχης τροπικής υπερεπιφάνειας απορρέει άµεσα η έννοια
του τροπικού προβολικού χώρου:

TPn−1 = Rn/(1, . . . , 1)R (2.3.8)

Αξίζει να σηµειωθεί ότι κάθε τροπικά κυρτό υποσύνολο S ⊂ Rn είναι κλειστό υπό τροπικό πολλαπλασιασµό
R + S ⊆ S. Αυτό σηµαίνει ότι αν x ∈ S τότε x+ λ(1, . . . , 1) ∈ S για κάθε λ ∈ S.

2.3.3 Τροπικά Πολύτοπα

Τέλος, µία ανασκόπηση της τροπικής γεωµετρίας είναι ελλιπής χωρίς την αναφορά στο πολύτοπο Newton,
το οποίο αντιστοιχίζει τους συντελεστές ενός τροπικού πολυωνύµου σε σηµεία στο χώρο, επιτρέποντας την
απαλοιφή όρων.

Definition 2.3.4: Newton Πολύτοπο

΄Εστω p : Rn → R ένα τροπικό πολυώνυµο p(x) = maxi{ci1x1 + · · · + cinxn} = maxi{c>i x}. Τότε το
πολύτοπο Newton για το πολυώνυµο p είναι

Newt(p) = conv{ci : i ∈ I} = conv{(ci1, . . . , cin) : i ∈ I}

Πρόκειται, δηλαδή, για το convex hull των τροπικών διανυσµατικών εκθετών.

Example 2.3.5: Newton πολύτοπο

΄Εστω το ακόλουθο τροπικό πολυώνυµο

p(x) = max{0, x1 + x2, 2x1 + 2x2, 3x1, 3x2} (2.3.9)

Το κάθε µονώνυµο ορίζει ένα σηµείο στο Rd. Εδώ d = 2. Αντιστοιχίζουµε τα µονώνυµα σε σηµεία του
Rd:

0→ (0, 0)

x1 + x2 → (1, 1)

2x1 + 2x2 → (2, 2)

3x1 → (3, 0)

3x2 → (0, 3)

Εποµένως, η κυρτή θήκη όλω αυτών των σηµείων γραφικά είναι

1 2 3

1

2

3

(0, 0) (3, 0)

(0, 3)

(1, 1)

(2, 2)

Σχήµα 2.3.7: Newton πολύτοπο για το τροπικό πολυώνυµο (2.3.9)
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Ερµηνεύοντας γεωµετρικά το παραπάνω σχήµα, βρίσκουµε ότι ο όρος x1x2 που αντιστοιχεί στο
σηµείο (1, 1) µπορεί να παραλειφθεί, καθώς σε καµία περίπτωση δεν είναι ο όρος που επικρατεί στο
πολυώνυµο. Αυτό το συµπέρασµα θυµίζει την ιδιότητα του γραµµικού προγραµµατισµού ότι η αν-
τικειµενική συνάρτηση λαµβάνει την ελάχιστη (ή µέγιστη) τιµή της στα άκρα του πολύτοπου (βλ. Sim-
plex). Επιπλέον, µέσα από αυτό το παράδειγµα διαφαίνεται η δύναµη και η διαίσθηση που προσδίδει στην
αλγεβρική µοντελοποίηση η τροπική γεωµετρία.

Από το παραπάνω παράδειγµα παρατηρούµε τη σηµασία που προσφέρει ένα µαθηµατικό εργαλείο σαν το πολύτοπο
Newton, καθώς και ένα σηµαντικό του µειονέκτηµα. Αναλυτικότερα, τα µονώνυµα δεν περιέχουν σταθερό όρο,
γεγονός που περιορίζει την εκραστικότητά τους. Ωστόσο, µία πολύ απλή λύση είναι η επέκταση του διανύσµατος
ελεύθερων µεταβλητών x = [x1, x2, . . . , xd]

> ∈ Rd ώστε να περιέχει το σταθερό όρο: x 7→ [x 1].

Με άλλα λόγια, έστω ένα τροπικό πολυώνυµο p. Σε κάθε κόµβο ciRn του πολυωνύµου θεωρούµε µία ύψωση
(lift) ίση µε το σταθερό όρο bi ∈ R των µονωνύµων που απαρτίζουν το πολυώνυµο. Αυτή η κατασκευή
δηµιουργεί το λεγόµενο επεκτεταµένο πολύτοπο Newton (extended Newton Polytope) eNewt(p):

eNewt(p) = conv{(ci, bi) ∈ Rn × R : i ∈ I} (2.3.10)

Τότε, καταλήγουµε στην έννοια του άνω καλύµµατος U(p) που αντιστοιχεί στη συλλογή των άνω faces του
επεκτεταµένου πολύτοπου Newton eNewt(p). Στο παρακάτω σχήµα 2.3.8 παρουσιάζονται τα Upper και Newton
Hulls του τροπικού πολυωνύµου p(x1, x2) = min{1 + 2x1, 2 + x1, 2 + x1 + x2, 2 + x2, 1 + 2x2}.

Σχήµα 2.3.8: Upper και Newton Hull του πολυωνύµου
p(x1, x2) = min{1 + 2x1, 2 + x1, 2 + x1 + x2, 2 + x2, 1 + 2x2}

Ως το σηµείο αυτό, η συζήτηση έχει περιοριστεί σε συναρτήσεις που αντιστοιχούν στο maximum αφφινικών
όρων, δηλαδή σε τροπικά πολυώνυµα. Η ανάλυση είναι ελλιπής, δίχως τη µελέτη µοντέλων που συνδυάζουν
τροπικά πολυώνυµα, είτε την πρόσθεσή τους είτε το supremum τους. Η επακόλουθη ανάλυση αφορά τη max-
plus θεώρηση.
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Στο πλαίσιο της τροπικής γεωµετρίας και µε θεµέλιους λίθους τα max-plus πολυώνυµα, οι µαθηµατικές
κατασκευές που δύναται να ανοικοδοµηθούν βασίζονται στους δύο τελεστές, είτε supremum είτε πρόσθεση.
΄Εστω, λοιπόν, max-plus πολυώνυµα pi : Rn → R, i ∈ [m].

Σε κάθε περίπτωση, αξίζει να παρατηρήσουµε ότι κάθε τροπικό πολυώνυµο pi αντιστοιχεί σε ένα πολύτοπο
Newton. Κατά συνέπεια, µεταφράζουµε τον αλγεβρικό συνδυασµό των πολυωνύµων στη γεωµετρική σύνθεση
πολυτόπων. Η απλή περίπτωση έγκειται στο µοντέλο που αποτελείται από το supremum των pi:

f∨(x) =

m∨

i=1

pi(x) (2.3.11)

Γνωρίζουµε ότι ο τελεστής ∨ είναι ταυτοδύναµος. Για παράδειγµα:

max{max{a, b, c},max{a, d, e},max{a, b, f, g}} = max{a, b, c, a, d, e, a, b, f, g} = max{a, b, c, d, e, f, g}

Από τον ορισµό του πολύτοπου Newton (4) και µε θεµέλιους λίθους τα πολύτοπα των εκάστοτε πολυωνύµων
(αντί για τους κόµβους των εκθετών των µονωνύµων), έχουµε ότι το (συνολικό) πολύτοπο Newton για το
µοντέλο f∨ είναι:

Newt(f∨) = conv{Newt(p1), . . . ,Newt(pm)} (2.3.12)

Στρέφουµε την προσοχή µας στο προσθετικό µοντέλο:

f+(x) =

m∑

i=1

pi(x) (2.3.13)

Theorem 2.3.6: Minkowski sum [Zie95, κεφ. 1.1]

΄Εστω δύο σύνολα P,Q ⊆ Rd. Τότε το Minkowski άθροισµά τους ορίζεται ως:

P ⊕Q = {x + y : x ∈ P,y ∈ Q} (2.3.14)

Επεκτείνοντας το παραπάνω θεώρηµα για τα σύνολα που δηµιουργούν τα πολύτοπα Newton καταλήγουµε στο
ακόλουθο:

Newt(f+) = Newt(p1)⊕ · · · ⊕Newt(pm) (2.3.15)

Για την καλύτερη κατανόηση των παραπάνω, εξετάζουµε ένα απλό παράδειγµα. ΄Εστω δύο πολυώνυµα pi : R2 →
R, i = 1, 2 µε

p1(x, y) = max{0, 2x, 2y, 2x+ 2y}
p2(x, y) = max{x+ y, x+ 2y, 2x− y}

των οποίων τα πολύτοπα Newton φαίνονται στα σχήµατα 2.3.9a, 2.3.9b αντίστοιχα. Στη δεύτερη σειρά του
σχήµατος 2.3.9, παρουσιάζονται οι συνθέσεις των πολυωνύµων από γεωµετρική σκοπιά. Για τη διευκόλυνση του
αναγνώστη, χρησιµοποείται πράσινο για το τροπικό πολυώνυµο p1 και µπλε για το p2. Με µαύρη διακεκοµµένη
γραµµή και µοτίβο (αντί για χρώµα) επισηµαίνεται το αποτέλεσµα.

Για το µοντέλο µε πράξη supremum βλ. σχήµα 2.3.9c. Παρατηρούµε ότι γεωµετρικά τοποθετούµε τα δύο
πολύτοπα Newton σε κοινό διάγραµµα και λαµβάνουµε το κυρτό κάλυµα. Από το σχήµα έχουµε:

p∨(x, y) = max{p1(x, y), p2(x, y)}
= max{max{0, 2x, 2y, 2x+ 2y},max{x+ y, x+ 2y, 2x− y}}
= max{0, 2x, 2y, 2x+ 2y, x+ y, x+ 2y, 2x− y}
= max{0, 2x− y, 2x+ 2y, 2y}

18



2.4. Εφαρµογές

όπου η απλοποίηση του τελευταίου βήµατος γίνεται µε τη βοήθεια του σχήµατος. Η έξοδος του προσθετικού
µοντέλου είναι ελαφρώς περίπλοκη. Παρατηρούµε ότι το πολυώνυµο p2 αποτελείται από 3 όρους. Τοποθετούµε
το πολύτοπο Newt(p1) σε κάθε µία κορυφή του πολύτοπου Newton για το πολυώνυµο p2. Εδώ χρειάζεται
προσοχή, καθώς η τοποθέτηση γίνεται µε τρόπο τέτοιο ώστε η αρχή των αξόνων να συµπίπτει µε το εκάστοτε
σηµείο. Χάριν ευκολίας, επιλέγεται το Newt(p1) ως στοιχείο µετατόπισης, καθώς περιλαµβάνει την αρχή των
αξόνων. Ωστόσο, λόγω της αντιµεταθετικότητας της πράξης πρόσθεσης Minkowski ⊕, αυτή η επιλογή δεν
µεταβάλλει το αποτέλεσµα. Αλγεβρικά, έχουµε:

p+(x, y) = p1(x, y) + p2(x, y)

= max{0, 2x, 2y, 2x+ 2y}+ max{x+ y, x+ 2y, 2x− y}
= max{x+ y, 2x− y, 4x− y, 4x+ y, 3x+ 4y, x+ 4y}

όπου η απλοποίηση του τελευταίου βήµατος γίνεται µε τη βοήθεια του σχήµατος 2.3.15.

Τέλος, εξετάζουµε το µετασχηµατισµό που επιφέρει σε ένα πολύτοπο η ύψωση του σχετικού τροπικού
πολυωνύµου σε δύναµη α. ΄Εστω, P το πολύτοπο που ορίζει το τροπικό πολυώνυµο p. ΄Εστω p(x, y) =
(max{x, y})�3, όπου επισηµειώνουµε τη δύναµη µε το σύµβολο � για την τροπική δύναµη (δηλαδή κλασικό
πολλαπλασιασµό) για αποφυγή σύγχυσης. Τότε:

p(x, y) = (max{x, y})�3 = max{x, y}+ max{x, y}+ max{x, y} = 3 max{x, y}

Εύκολα διαπιστώνουµε ότι η παραπάνω ταυτότητα, η οποία αναφέρεται ως Freshman’s Dream στη βιβλιογραφία
[MS15], ισχύει για κάθε δύναµη α. Γεωµετρικά, λοιπόν, η ύψωση σε δύναµη αντιστοιχεί σε µία κλιµάκωση,
ώστε P(p�α) = αP(p) µε αP(p) = {ax : x ∈ P(p)} [ZNL18]. Διατηρείται, λοιπόν, το σχήµα του πολυτόπου
αλλά µεταβάλλεται ο όγκος του.

2.4 Εφαρµογές

Κατόπιν της εισαγωγής στα τροπικά µαθηµατικά, αξίζει να γίνει µία σύντοµη αναφορά σε εφαρµογές και συνδέ-
σεις µε άλλα επιστηµονικά πεδία που χρήζουν µνείας. Η τροπική γεωµετρία χρησιµοποιείται σε πολλούς κλάδους.
Εστιάζουµε την προσοχή µας στην Επιστήµη των Υπολογιστών. Στο σχήµα 2.4.1, παρουσιάζονται εποπτικά οι
διάφορες περιοχές ενδιαφέροντος.

Ιστορικά, η τροπική γεωµετρία θεµελιώθηκε στο πλαίσιο της επιχειρησιακής έρευνας από τον Cuninghame-
Green στο έργο του Minimax Algebra [Cun79]. Μελετήθηκε το τροπικό διοειδές (αν και όχι µε αυτή την
ορολογία) και βρέθηκε η λύση του συστήµατος max-plus εξισώσεων στον οµώνυµο πίνακα (βλ. σχέση (2.2.3)).

Οι εφαρµογές της Τροπικής Γεωµετρίας δεν περιορίζονται στην επιχειρησιακή έρευνα. Στενή είναι η σύνδεσή
της µε την Οικονοµική Θεωρία καθώς και τη Θεωρία Παιγνίων. Οι Akian, Gaubert, and Guterman συνδέουν
τα τροπικά πολύεδρα µε την κλάση zero-sum στοχαστικών παιχνιδιών mean-payoff games [AGG12]. Συγ-
κεκριµένα, αποδεικνύουν την ισοδυναµία των τροπικών πολυέδρων µε ντετερµινιστικά παιχνίδια µε πεπερασµένο
αριθµό κινήσεων και συνδέουν την ύπαρξη αρχικών νικητήριων καταστάσεων µε το σχετικό τροπικό πολύεδρο.
΄Αλλα µέλη της ίδιας ερευνητικής οµάδας συνδέουν προβλήµατα κλασµατικού τροπικού προγραµµατισµού µε
παραµετρικά mean-payoff games [GKS12]. Παράλληλα, η τροπική µοντελοποίηση επεκτείνεται και σε άλλους
κλάδους της Θεωρίας Παιγνίων, όπως ο σχεδιασµός µηχανισµών (mechanism design) και οι δηµοπρασίες (auc-
tion theory). Οι Crowell and Tran αναλύουν πολυδιάστατους µηχανισµούς πεπερασµένης αξίας στο τροπικό
πλαίσιο και συνδέουν τη συµβατότητα µε το κίνητρο (incentive compatibility) µε τα κελιά του τροπικού κυρτού
καλύµµατος [CT16], ενώ οι Tran and Yu εξετάζουν µία άλλη κλάση µηχανισµών, τις λεγόµενες δηµοπρασίες
µείξης αγαθών (Product-Mix Auctions), υπό το τροπικό πρίσµα [TY15].

Μνεία χρήζει η σύνδεση του κλάδου της Βελτιστοποίησης µε τα τροπικά µαθηµατικά. Οι Allamigeon et al. ανέπ-
τυξαν το ανάλογο του γνωστού αλγορίθµου Simplex στον τροπικό ηµιδακτύλιο [All+15], ενώ σε προηγούµενη
δουλειά τους συνέδεσαν τον τροπικό simplex µε mean-payoff games [All+14].
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Σχήµα 2.3.9: Πολύτοπα Newton από συνδυασµό τροπικών πολυωνύµων
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Επιπρόσθετα, η τροπική γεωµετρία έχει αξιοποιηθεί στην ανάλυση γραφικών µοντέλων και σχετικών αλγορίθµων.
Οι Pachter and Sturmfels εξερεύνησαν τη σύνδεση µε max-product αλγορίθµους όπως Viterbi [PS04], ενώ οι
Theodosis and Maragos επέκτειναν σηµαντικά τις ιδέες σε πιο σύνθετα µοντέλα, όπως Weighted Finite State
Transducers (WFSTs), αναπτύσσοντας ευριστικές µεθόδους pruning [TM18b; TM18c; TM18a].

Τέλος, οι εφαρµογές εντοπίζονται και στη σφαίρα της µηχανικής µάθησης. ΟιMaragos and Theodosis ανέπτυξαν
µία µέθοδο προσέγγισης τροπικών καµπυλών µε ρίζες στην τροπική γεωµετρία και τη θεωρία πλεγµάτων [MT19].
Παράλληλα, οι Charisopoulos and Maragos εντόπισαν τη σύνδεση των µορφολογικών δικτύων µε τα τροπικά
µαθηµατικά, επινοώντας αλγορίθµους [CM17] και χαρακτηρίζοντας γεωµετρικά τα δίκτυα [CM18].
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Graph
Algorithms

Optimization

Σχήµα 2.4.1: Πεδία εφαρµογών της Τροπικής ΄Αλγεβρας
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Κεφάλαιο 3. Βελτιστοποίηση

Στο κεφάλαιο αυτό θα µελετήσουµε ορισµένες έννοιες της βελτιστοποίησης, τόσο κυρτής όσο και µη
κυρτής. Στο πλαίσιο της µη-κυρτής βελτιστοποίησης, παρουσιάζονται κατηγορίες προβληµάτων που δύναται
να µετατραπούν σε κυρτά, είτε µέσω µίας χαλάρωσης των µη κυρτών στοιχείων (βλ. παράγραφο 3.2.2) είτε
µέσω αλλαγής µεταβλητής (βλ. παράγραφο 3.2.3). Στη συνέχεια, παρατίθενται ορισµένα στοιχεία τροπικής
γεωµετρίας, µέσω των οποίων θα συνδέσουµε την τροπική βελτιστοποίηση µε την κυρτή και θα εξετάσουµε
πως πολυµελετηµένοι αλγόριθµοι βελτιστοποίησης εφαρµόζονται στον τροπικό ηµιδακτύλιο. Τα προβλήµατα
βελτιστοποίησης λαµβάνουν τη µορφή:

min f(x)

s.t. x ∈ P (3.0.1)

όπου η συνάρτηση f(·) λέγεται αντικειµενική συνάρτηση και το σύνολο P ορίζει το χώρο που µπορεί να κινείται
η λύση µας, δηλαδή το P κωδικοποιεί τους περιορισµούς. Η µορφή της αντικειµενικής συνάρτησης και του
πεδίου περιορισµών καθορίζουν την τάξη του προβλήµατος και, κατά συνέπεια, τους αλγορίθµους επίλυσης.
Στο παρακάτω σχήµα, παρουσιάζεται ένας εποπτικός χάρτης των κλάσεων βελτιστοποίησης που θα αναλυθούν.
Σε κάθε περίπτωση αναφερόµαστε σε βελτιστοποίηση µε περιορισµούς.

Optimization

non-convex Difference
of Convex

Geometric
Program-

ming

convex

Σχήµα 3.0.1: Optimization mindmap

3.1 Κυρτή Βελτιστοποίηση

Ξεκινούµε µε την πιο απλή κλάση προβληµάτων. Ο κλάδος της κυρτής βελτιστοποίησης έχει µελετηθεί εκ-
τεταµένα, καθώς βρίσκει αντίκρισµα σε πολλές εφαρµογές και οι λύσεις των προβληµάτων µπορούν να υπολο-
γιστούν µε αποδοτικούς αλγορίθµους. Αυτός συνδυασµός απόδοσης και ευρείας εφαρµογής των αλγορίθµων
καθιστούν την κυρτή βελτιστοποίηση ένα εξαιρετικά σηµαντικό εργαλείο. Οι περισσότερες έννοιες αντλούνται
από το βιβλίο των Boyd and Vandenberghe [BV04]. Η κυρτότητα σε επίπεδο συνάρτησης δίνεται στον ορισµό
1. Παρατίθεται και η κυρτότητα σε επίπεδο συνόλων:

Definition 3.1.1: Κυρτό Σύνολο

΄Εστω σύνολο S ⊂ V, όπου V ένας διανυσµατικός χώρος (ή διατεταγµένο πεδίο γενικότερα). Το σύνολο
S αποκαλείται κυρτό αν:

x, y ∈ S =⇒ tx+ (1− t)y ∈ S, ∀t ∈ [0, 1] (3.1.1)
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Γιατί, όµως, η ιδιότητα της κυρτότητας είναι τόσο σηµαντική; Η ελαχιστοποίηση µίας κυρτής συνάρτησης είναι
διαισθητικά απλή. Ας εξετάσουµε την περίπτωση χωρίς περιορισµούς, όπου η κυρτότητα σε συνδυασµό µε την
τιµή της πρώτης παραγώγου µας πληροφορούν για την εύρεση ολικού ελαχίστου. Αναλυτικότερα, και ιδιαίτερα
στην περίπτωση αυστηρής κυρτότητας, ο µηδενισµός της πρώτης παραγώγου συνεπάγεται ολικό ελάχιστο και
ο οποιοσδήποτε αλγόριθµος τερµατίζει. Στην περίπτωση που η παράγωγος δεν είναι µηδενική, η κίνηση στην
αντίθετή της κατεύθυνση εγγυάται µείωση του συναρτησιακού. Συνεπώς, είναι γνωστό το κριτήριο τερµατισµού
και δεν τίθεται λόγος για τοπικά ελάχιστα. Στρέφουµε την προσοχή µας στα κυρτά σύνολα: αν δύο σηµεία x, y
ανήκουν σε ένα κυρτό σύνολο S, τα σηµεία που βρίσκονται επί του ευθύγραµµου τµήµατος που ενώνει τα x, y
ανήκουν στο S. Διάφοροι γνωστοί αλγόριθµοι, κυρίως της οικογένειας της κατάβασης κλίσεων, όπως Newton-
Raphson, Conjugate Gradient Descent ή Franke-Wolfe εφαρµόζονται σε αυτή την κλάση προβληµάτων. Κοινό
στοιχείο αυτών των επαναληπτικών αλγορίθµων είναι το βήµα γραµµικής αναζήτησης (line search techniques)
όπου επιλέγεται ένα στοιχείο στο ευθύγραµµο τµήµα ανάµεσα σε x, y ∈ S. Η κυρτότητα, λοιπόν, εγγυάται ότι
το σηµείο που επιλέγεται ανήκει στο σύνολο περιορισµών S.

Τα προβλήµατα κυρτής βελτιστοποίησης έχουν αντικειµενική συνάρτηση και περιορισµούς κυρτής φύσης.

min f0(x)

s.t. fi(x) ≤ 0 i ∈ [m] (3.1.2)

µε fi(x) κυρτές συναρτήσεις.

3.2 Μη-Κυρτή Βελτιστοποίηση
Τα προβλήµατα κυρτής βελτιστοποίησης έχουν κοµψές λύσεις και εγγυήσεις ότι η εύρεση ενός τοπικού ελαχίστου
αντιστοιχεί σε global optimum. Ωστόσο, στην πράξη εµφανίζονται πολύ συχνά συναρτήσεις που παρουσιάζουν
µη-κυρτή δοµή. Χαρακτηριστικό παράδειγµα αποτελούν οι περιοχές απόφασης (decision boundaries) που ορίζουν
τα νευρωνικά δίκτυα.

3.2.1 Difference of Convex Programming
Τα προβλήµατα Difference of Convex (DC) βελτιστοποίησης αποτελούν µία ειδική περίπτωση της µη κυρτής
βελτιστοποίησης και λαµβάνουν τη µορφή:

min f0(x)− g0(x)

s.t. fi(x)− gi(x) ≤ 0 i ∈ [m] (3.2.1)

όπου x ∈ Rn η µεταβλητή βελτιστοποίησης και οι συναρτήσεις fi, gi : Rn → R, i ∈ [m] είναι κυρτές. Σε πρώτη
µατιά, φαίνεται πως αυτή η µορφή εµπεριέχει πολύ λίγες συναρτήσεις, ωστόσο ο Hartman απέδειξε ότι το DC
πρόβληµα είναι πολύ γενικό. Κατά συνέπεια, πληθώρα µη κυρτών συναρτήσεων µπορούν να εκφραστούν ως
διαφορά δύο κυρτών συναρτήσεων.

Theorem 3.2.1: Hartman [Har59]

΄Εστω E(~x) µία συνάρτηση ενέργειας µε φραγµένη Hessian ∂2E(~x)
∂~x∂~x . Τότε, µπορούµε να την αναλύσουµε

ως το άθροισµα µίας κυρτής και µίας κοίλης συνάρτησης (δηλαδή ως διαφορά δύο κυρτών).

Συνεπώς, όλες οι C2
συναρτήσεις περιλαµβάνονται στην κλάση των προβληµάτων που περιγράφει η 3.2.1. Σε

γενικά προβλήµατα µη κυρτής βελτιστοποίησης χρησιµοποιούνται µέθοδοι επίλυσης που βασίζονται σε branch-
and-bound τεχνικές, µε αποτέλεσµα να µην είναι ιδιαίτερα αποδοτικές. Αντιθέτως, τα DC προβλήµατα χαρακ-
τηρίζονται από αποδοτικούς αλγορίθµους και εγγυήσεις ως προς τη σύγκλιση σε (τοπικά) ελάχιστα. Μία µεγάλη
οικογένεια αλγορίθµων ονοµάζεται Difference-of-Convex Algorithms, ή DCA εν συντοµία, και βασίζεται στη
δυικότητα των προβληµάτων και στη συζηγή συνάρτηση (conjugate function):

g∗(y) = sup
x∈Rn

{x>y − g(x)} (3.2.2)
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Η συζηγής συνάρτηση g∗ είναι κυρτή, ακόµα και η g δεν είναι. Η ιδιότητα αυτή επιτρέπει την κατασκευή
αποδοτικών αλγορίθµων. Από τον ορισµό 3.2.2 προκύπτει άµεσα η ανισότητα Fenchel:

g(x) + g∗(y) ≥ x>y ∀x,y ∈ Rn (3.2.3)

Η ισότητα ισχύει στην περίπτωση όπου η συνάρτηση g είναι κυρτή. Τότε, η δεύτερη συζηγής συνάρτηση g∗∗,
δηλαδή η συζηγής της συζηγούς, είναι ίση µε την αρχική. Γενικότερα, ισχύει g∗∗(x) ≤ g(x) ∀x ∈ Rn.

3.2.2 Convex Concave Procedure

Θα παρουσιάσουµε τη διαδικασία Convex-Concave [YR03]. Πρόκειται για µία ευριστική µέθοδο για την επίλυση
DC προβληµάτων που δεν σχετίζεται στη συζηγή συνάρτηση. Βασίζεται σε µία απλή παρατήρηση: η διαφορά
µίας αφφινικής συνάρτησης από µία µία κυρτή συνάρτηση έχει ως αποτέλεσµα µία κυρτή συνάρτηση. Με άλλα
λόγια, η (προσθ)αφαίρεση αφφινικών συναρτήσεων από µία κυρτή συνάρτηση δεν επηρεάζει την κυρτότητά
της. ΄Εστω, λοιπόν, f, g : Rn → R δύο κυρτές συναρτήσεις και h(x) = f(x) − g(x) η διαφορά τους, µε
x ∈ dom f ∩ dom g, όπως εµφανίζεται τόσο στο σύνολο περιορισµών όσο και στην αντικειµενική συνάρτηση
σε DC προβλήµατα. Αντικαθιστώντας την κυρτή συνάρτηση g µε µία αφφινική προσέγγισή της g̃, η προσέγγιση
h̃ µετατρέπεται σε κυρτή συνάρτηση. Η εν λόγω προσέγγιση πραγµατοποείται µέσω αναπτύγµατος Taylor
πρώτου βαθµού. Χρησιµοποιούµε το συµβολισµό ενός πολυ-εκθέτη. ΄Ενας n-διάστατος πολυ-εκθέτης είναι µία
n-τούπλα α = (α1, · · · , αn), µε αi µη αρνητικούς ακεραίους, και τις ιδιότητες |α| = α1 + α2 + · · · + αn και
α! = α1!α2! · · ·αn!. Επιπλέον, xα = xα1

1 xα2
2 · · ·xαnn . Τότε, το Taylor ανάπτυγµα της διαφορίσιµης συνάρτησης

πολλών µεταβλητών g είναι:

Tx0(x) =
∑

|α|≥0

(x− x0)α

α!
(∂αg)(x0) (3.2.4)

Παρατηρούµε ότι το άθροισµα αφορά όλους τους συνδυασµούς εκθετών. Στο πλαίσιο της διαδικασίας Convex-
Concave χρησιµοποείται το ανάπτυγµα Taylor πρώτου βαθµού, το οποίο προκύπτει περιορίζοντας κατάλληλα τη
σχέση (3.2.4):

Tx0
(x) = g(x0) + (x− x0)>∇g(x0) (3.2.5)

Μάλιστα, λόγω της κυρτότητας της g στο DC πρόβληµα (3.2.1) έχουµε:

g(y) ≥ g(x) +∇g(x)>(y − x)

και, συνεπώς,

h̃(x;xk) = f(x)− ĝ(x;xk)

= f(x)− [g(xk) +∇g(xk)(x− xk)]

≥ f(x)− g(x)

= h(x)

Η παραπάνω σχέση εξασφαλίζει την πραγµατοποιησιµότητα των συνθηκών, καθώς η ικανοποίηση των περι-
ορισµών του γραµµικοποιηµένου προγράµµατος εγγυάται την ικανοποίηση των περιορισµών του αρχικού. Κυρ-
τοποιώντας την αντικειµενική συνάρτηση και τους περιορισµούς, καταλήγουµε στον αλγόριθµο. Παρουσιάζεται
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παρακάτω:

Algorithm 1: Convex-Concave Procedure [LB16, §1.2]
Data: feasible initial point x0

1 k ← 0
2 repeat
3 Convexify. Form ĝi(x;xk) , gi(xk) +∇gi(xk)>(x− xk) for i = 0, 1, . . . ,m.
4 Solve. Set the value of xk+1 to a solution of

minimize f0(x)− ĝ0(x;xk)

subject to fi(x)− ĝi(x;xk) ≤ 0, i = 1, ....,m

5 Update iteration. k ← k + 1

6 until stopping criterion is satisfied

΄Ενα δυνατό κριτήριο τερµατισµού είναι η βελτίωση της αντικειµενικής συνάρτησης να µην υπερβαίνει ένα κατώφλι
δ > 0:

h̃0(x;xk)− h̃0(x;xk+1) = (f0(x)− ĝ0(x;xk))− (f0(x)− ĝ0(x;xk+1)) ≤ δ (3.2.6)

Αξίζει να σηµειωθεί ότι εφόσον η χαλάρωση του αρχικού προβλήµατος είναι κυρτή, η αριστερή πλευρά της
παραπάνω ανίσωσης δε λαµβάνει αρνητικές τιµές. ΄Οσον αφορά την αρχικοποίηση του αλγορίθµου, οι Yuille
and Rangarajan προτείνουν τη χρήση πολλών αρχικών σηµείων x0 και την επιλογή της βέλτιστης λύσης. Αυτό
οφείλεται στο γεγονός ότι η διαδικασία Convex-Concave είναι µία τοπική ευριστική µέθοδος και, συνεπώς, η
απόδοσή της είναι άρρηκτα συνδεδεµένη µε το αρχικό σηµείο. Ωστόσο, κάθε σηµείο που χρησιµοποείται για
αρχικοποίηση πρέπει να ικανοποιεί τους περιορισµούς.

Penalty Convex-Concave Procedure

Οι Lipp and Boyd προτείνουν µία επέκταση της διαδικασίας Convex-Concave των Yuille and Rangarajan, η
οποία αφαιρεί την απαίτηση το αρχικό σηµείο x0 να ικανοποιεί τους περιορισµούς. Πρόκειται για µία χαλάρωση
του αρχικού προβλήµατος µέσω της εισαγωγής slack µεταβλητών στις συνθήκες. Αναλυτικότερα, επιτρέπεται
η παραβίαση του περιορισµού fi(x)− ĝi(x;xk) ≤ 0 έως και si και η συνθήκη γίνεται fi(x)− ĝi(x;xk) ≤ si. Η
ακριβής λογική παρουσιάζεται στον αλγόριθµο 2.

Η χαλάρωση του προβλήµατος ενδέχεται να οδηγήσει σε µη εφικτά σηµεία και, για αυτό το λόγο, επιβάλλεται
ποινή στο άθροισµα των slack µεταβλητών si. Αυτή µοντελοποίηση είναι παρόµοια µε τη χρήση hinge loss.
Ακόµη, η ποινή στο άθροισµα

∑m
i=1 si είναι αντίστοιχη µε τη χρήση της `1 νόρµας και, συνεπώς, παράγει

αραιές λύσεις. Αυτό σηµαίνει ότι ακόµα και αν δεν ικανοποιούνται όλες οι αρχικές συνθήκες, το πλήθος των
παραβάσεων θα είναι µικρό.

Το κριτήριο τερµατισµού (3.2.6) αναβαθµίζεται για να περιλαµβάνει τον όρο penalty:

(
f0(x)− ĝ0(x;xk) + τk

m∑

i=1

s
(k)
i

)
−
(
f0(x)− ĝ0(x;xk+1) + τk

m∑

i=1

s
(k+1)
i

)
≤ δ (3.2.7)

Το άνω όριο τmax έχει διττό λόγο ύπαρξης: αφενός συµβάλλει στην αποφυγή αριθµητικών προβληµάτων σε
περίπτωση που το τi λάβει ιδιαίτερα µεγάλη τιµή και, αφετέρου, συνδράµει στη σύγκλιση σε περίπτωση που δε
βρεθεί εφικτό σηµείο.

3.2.3 Geometric Programming
Ο κλάδος του γεωµετρικού προγραµµατισµού (ή geometric programming ή GP εν συντοµία) ασχολείται µε
µη-γραµµικά προβλήµατα που έχουν ιδιαίτερη µορφή. Αυτή η ιδιαίτερη µορφή επιτρέπει τη µετατροπή του
προβλήµατος σε κυρτό µέσω κατάλληλης αλλαγής µεταβλητών [Boy+07].
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Algorithm 2: Penalty Convex-Concave Procedure [LB16, §3.1]
Data: initial point x0, τ0 > 0, τmax, µ > 1

1 k ← 0
2 repeat
3 Convexify. Form ĝi(x;xk) , gi(xk) +∇gi(xk)>(x− xk) for i = 0, 1, . . . ,m.
4 Solve. Set the value of xk+1 to a solution of

minimize f0(x)− ĝ0(x;xk) + τk
m∑
i=1

si

subject to fi(x)− ĝi(x;xk) ≤ si, i = 1, ....,m
si ≥ 0, i = 1, ....,m

5 Update τ . τk+1 ← min(µ · τk, τmax)
6 Update iteration. k ← k + 1

7 until stopping criterion is satisfied

Η ενασχόληση µε τη συγκεκριµένη κλάση µη-κυρτών προβληµάτων βασίζεται σε ορισµένες ισχυρές ιδιότητες
που τους προσδίδει η στενή σχέση µε την κυρτή βελτιστοποίηση. Αναλυτικότερα, τα προβλήµατα γεωµετρικού
προγραµµατισµού χαίρουν ορισµένων ισχυρών ιδιοτήτων:

• Σε αντίθεση µε τη γενική κλάση των µη-κυρτών προβληµάτων βελτιστοποίησης, τα GP προβλήµατα
επιλύονται αποτελεσµατικά.

• µοναδικότητα λύσης: αν υπάρχει ένα τοπικά βέλτιστο σηµείο, τότε είναι και το global optimum. Επιπλέον,
είναι εγγυηµένη η σύγκλιση σε αυτό.

• Οι µέθοδοι επίλυσης είναι εύρωστοι(robust), καθώς δεν χρειάζονται αρχικοποίηση ή σύνθετη εύρεση/fine-
tuning παραµέτρων.

• πολλά προβλήµατα έχουν "γεωµετρική" φύση και µπορούν να µοντελοποιηθούν µε γεωµετρικό προ-
γραµµατισµό. Εφαρµογές περιλαµβάνουν σχεδίαση VLSI ή βελτιστοποίηση σχεδιασµού αεροσκαφών
[HA14].

Οι παραπάνω ιδιότητες αναδεικνύουν τη σηµασία αυτού του κλάδου βελτιστοποίησης και αξίζει να εντρυφήσουµε
περαιτέρω. Ο θεµέλιος λίθος του γεωµετρικού προγραµµατισµού είναι το µονώνυµο (monomial), το οποίο
λαµβάνει την ακόλουθη µορφή:

f(x) = cxa11 x
a2
2 ...x

an
n = cxa (3.2.8)

µε ai ∈ R, ενώ οι µεταβλητές xi λαµβάνουν θετικές τιµές. Για παράδειγµα, η συνάρτηση f(x1, x2) = 5x31x
−0.23
2

είναι έγκυρη αλλά όχι κυρτή. Tα posynomials αποτελούν το άθροισµα πολλών monomials:

g(x) =

K∑

k=1

ckx
a1k
1 xa2k2 ...xankn =

K∑

k=1

ckx
ak

k (3.2.9)

µε ck > 0,∀k ∈ [K]. Εποµένως, η τυπική µορφή των προβληµάτων Γεωµετρικού Προγραµµατισµού είναι:

minimize g0(x)
subject to fi(x) = 1, i = 1, ....,m

gi(x) ≤ 1, i = 1, ...., n
(3.2.10)

όπου fi και gi είναι τα monomials και τα posynomials, αντίστοιχα. ΄Ενα παράδειγµα Γεωµετρικού Προ-
γραµµατισµού παρουσιάζεται παρακάτω (όχι σε τυπική µορφή).
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minimize x−1y

subject to 2 ≤ x ≤ 3,

x2 + 3y/z ≤ √y,
x/y = z2

Η τυπική µορφή δεν ορίζει απαραίτητα κυρτό πρόβληµα, καθώς έστω και ένας αρνητικός εκθέτης αρκεί ώστε
το πρόβληµα να κατηγοριοποιηθεί ως µη κυρτό. Ωστόσο, η ιδιαίτερη µορφή των posynomials επιτρέπει τη
µετατροπή του (3.2.10) σε αντίστοιχο κυρτό. Αυτό επιτυγχάνεται µε αλλαγή των µεταβλητών, τόσο στην
αντικειµενική συνάρτηση όσο και στις συνθήκες. Θέτουµε yi = log xi =⇒ xi = eyi . Εξετάζουµε την απλή
περίπτωση του µονωνύµου (3.2.8). Εποµένως:

f(x) = f(x1, x2, . . . , xn)

= f(ey1 , ey2 , . . . , eyn)

= c(ey1)a1 . . . (eyn)an

= ea
>y+b

όπου b = log c. Η αλλαγή των µεταβλητών, εποµένως, µετατρέπει το µονώνυµο σε εκθετικό αφφινικών
συναρτήσεων. Παροµοίως, για το posynomial της εξίσωσης (3.2.9), έχουµε:

g(x) =

K∑

k=1

ckx
a1k
1 xa2k2 ...xankn

=

K∑

k=1

ea
>
k y+bk

Μετά την αλλαγή των µεταβλητών, το posynomial γίνεται το άθροισµα εκθετικών αφφινικών όρων. Μετα-
τρέποντας την αντικειµενική συνάρτηση και τους περιορισµούς µε τον παραπάνω τρόπο, καθώς και λαµβάνοντας
το λογάριθµο, το πρόβληµα παίρνει την ακόλουθη µορφή:

minimize g̃0(x) = log
(∑K0

k=1 e
a>0ky+b0k

)

subject to f̃i(x) = eα
>
i y+βi = 1, i = 1, ....,m

g̃i(x) = log
(∑Ki

k=1 e
a>iky+bik

)
≤ 1, i = 1, ...., n

(3.2.11)

Εφόσον οι συναρτήσεις g̃i είναι κυρτές και οι f̃i είναι αφφινικές, το πρόβληµα (3.2.11) είναι κυρτό. Μάλιστα,
αναφερόµαστε στην παραπάνω έκφραση ως γεωµετρικό πρόβληµα σε κυρτή µορφή. Αξίζει να επισηµανθεί ότι
εφόσον τόσο η αντικειµενική συνάρτηση όσο και οι περιορισµοί είναι µονώνυµα (Ki = 1 i = 0, 1, . . . , n), το
πρόβληµα κατόπιν αλλαγής µεταβλητών κατατάσσεται στο Γραµµικό Προγραµµατισµό [BT97].

3.2.4 Generalized Geometric Programming

Η τυπική µορφή (3.2.10) είναι περιοριστική και δεν επιτρέπει την έκφραση πολλών προβληµάτων στη γλώσσα
του γεωµετρικού προγραµµατισµού. Στο πλαίσιο της τροπικής άλγεβρας, η χρήση της κυρτής συναρτησης max
έχει σπουδαία και προφανή σηµασία. Εποµένως, ο Γενικευµένος Γεωµετρικός Προγραµµατισµός επεκτείνει τις
παραπάνω ιδέες. Η πρώτη επέκταση αφορά τις κλασµατικές δυνάµεις των posynomials. Για παράδειγµα, έστω
f1, f2 posynomials. Τότε, ο περιορισµός

f1(x)a + f2(x)b ≤ 1 (3.2.12)
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είναι έγκυρος µόνο για a, b ∈ N, καθώς µόνο τότε το ανάπτυγµα της έκφρασης διατηρεί τις απαιτήσεις της τυπικής
µορφής (3.2.10). Το παραπάνω πρόβληµα µπορεί να παρακαµφθεί, ωστόσο, αντικαθιστώντας τα posynomials µε
µεταβλητές t1, t2. Αναλυτικότερα, η σχέση (3.2.12) γίνεται:

f1(x)3.2 + f2(x)5.3 ≤ 1 =⇒





t3.21 + t5.32 ≤ 1

f1(x) ≤ t1
f2(x) ≤ t2

(3.2.13)

Με παρόµοιο τρόπο µετατρέπεται το maximum πολλών posynomials σε τυπική µορφή. Ακολουθεί ένα γενικό
παράδειγµα µετατροπής ενός προβλήµατος Γενικευµένου Γεωµετρικού Προγραµµατισµού σε τυπική µορφή, ώστε
να γίνει σαφής η ισοδυναµία τους. ΄Εστω το πρόβληµα[LB16]:

min max{x+ z, 1 + (y + z)1/2}
s.t. max{y, z2}+ max{yz, 0.3} ≤ 1

3xy/z = 1
(3.2.14)

το οποίο δεν είναι πρόβληµα ΓΠ. Ωστόσο, µε κατάλληλες αλλαγές, όπως (3.2.13), µετατρέπεται στο ισοδύναµο:

min t1

s.t. x+ z ≤ t1, 1 + t
1/2
2 ≤ t1

y + z ≤ t2
t3 + t4 ≤ 1
y ≤ t3, z2 ≤ t3
yz ≤ t4, 0.3 ≤ t4
3xy/z = 1

(3.2.15)

3.3 Από τροπική σε κλασική βελτιστοποίηση

Ο κλάδος του optimization είναι ευρύς και αποτελεί αντικείµενο µελέτης πολλές δεκαετίες. Ιδιαίτερη πρόοδος
έχει σηµειωθεί στον τοµέα της κυρτής βελτιστοποίησης [BV04], καθώς αποτελεί ένα εργαλείο µε πληθώρα
εφαρµογών. Τα τελευταία χρόνια αναπτύσσεται ενδιαφέρον στον κλάδο της τροπικής βελτιστοποίησης. Αρ-
κετές τεχνικές του optimization δεν έχουν αντίστοιχο (ή δεν έχει βρεθεί ακόµη αντίστοιχο) στο τροπικό
πλαίσιο. Ωστόσο, υπάρχει µία στενή σχέση ανάµεσα στην "κλασική" και στην τροπική βελτιστοποίηση και
αυτή έγκειται ότι το τροπικό πολύτοπο αποτελεί µία συλλογή κυρτών πολυτόπων υπό την κλασική έννοια.
Εποµένως, δύναται η επίλυση προβληµάτων τροπικής βελτιστοποίησης µέσω της επίλυσης υποπροβληµάτων
κλασικής βελτιστοποίησης. Τονίζεται ότι οι µέθοδοι που παρουσιάζονται δεν αποσκοπούν στην εύρεση της
βέλτιστης λύσης αλλά στην παραλληλοποίηση της επίλυσης.

Προτού εντρυφήσουµε στο ορισµό και την ανάλυση των προβληµάτων, αξίζει να µελετήσουµε τα µαθηµατικά
εργαλεία που επιτρέπουν τη διάβαση από την τροπική στην κλασική βελτιστοποίηση.

3.3.1 Πολυεδρική Γεωµετρία

Στην ενότητα αυτή εισάγονται έννοιες πολυεδρικής γεωµετρίας, όπως ηµίχωρος, πολύεδρο κ.α. Στις προ-
ηγούµενες ενότητες, παρουσιάστηκαν αλγεβρικά στοιχεία των τροπικών µαθηµατικών. Η σύνδεσή τους µε τα
γεωµετρικά στοιχεία επιτρέπει την αποτελεσµατική ανάλυση και σκιαγραφεί αλγοριθµικές προοπτικές. Η ενότητα
βασίζεται σε [Zie95; DS04; CT16].

Η έννοια της κυρτότητας (βλ. ορισµούς 3.1.1 και 2.3.5) είναι κεντρική στην παρακάτω ανάλυση. Ωστόσο, αξίζει
να επισηµάνουµε ότι η έννοια της ευθείας στον τροπικό ηµιδακτύλιο είναι διαφορετική από την καθιερωµένη,
όπως είδαµε προηγουµένως. Κατά συνέπεια, τα τροπικά κυρτά σύνολα διαφέρουν από τα κυρτά σύνολα της
γραµµικής άλγεβρας.

Αυτή η παρατήρηση µας οδηγεί στο κυρτό κάλυµµα ή convex hull, ένα σύνολο που προκύπτει από τον κυρτό
συνδυασµό ενός διακριτού συνόλου σηµείων.

30



3.3. Από τροπική σε κλασική βελτιστοποίηση

Definition 3.3.1: Convex Hull

΄Εστω S = {x1,x2 · · · ,xn} ένα σύνολο σηµείων στο Rd. Το κυρτό κάλυµµα του S ορίζεται ως το
σύνολο:

conv(S) =

{
n∑

i=1

λixi : λi ≥ 0,

n∑

i=1

λi = 1

}
(3.3.1)

Στο σχήµα 3.3.1 παρατίθεται το κυρτό κάλυµµα ενός συνόλου σηµείων στο R2, χρησιµοποιώντας κλασικά
µαθηµατικά. Τα σηµεία εντός του convex hull µπορούν να παραλειφθούν, καθώς αποτελούν κυρτούς συνδ-
υασµούς των σηµείων-κορυφών.

v1

v2

v3

v4
v5

v6

Σχήµα 3.3.1: conv({v1, v2, v3, v4, v5, v6}) = {v1, v2, v3, v6}

Στο σηµείο αυτό, είµαστε σε θέση να εξετάσουµε τους θεµέλιους λίθους της αλγεβρικής γεωµετρίας, έν-
νοιες διαµέρισης του χώρου και δηµιουργίας συνόλων. Ξεκινάµε από την πιο απλή έννοια: τον ηµίχωρο. Ο
ηµίχωρος ορίζει ένα σύνολο S =

{
x ∈ Rn : a>x ≤ b

}
⊂ Rn. Το πολύεδρο αποτελεί την τοµή ηµιχώρων.

Τέλος, αναφερόµαστε σε πολύτοπο, όταν το πολύεδρο είναι φραγµένο. Μία γραφική αναπαράσταση παρέχε-
ται στο σχήµα 3.3.2. Με τον τρόπο αυτό εκφράζεται ένα πολύτοπο και ο συγκεκριµένος τρόπος έκφρασης
ονοµάζεται H-πολύτοπο.

a

(a) Ηµίχωρος

a1

a2

(b) Πολύεδρο

P

a1

a2

a3a4

a5

(c) Πολύτοπο

Σχήµα 3.3.2: Διαφορά µεταξύ ηµιχώρου, πολυέδρου και πολυτόπου. ΄Ενα πολύεδρο είναι
η τοµή πολλών ηµιχώρων και ένα πολύτοπο είναι ένα φραγµένο πολύεδρο.
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Definition 3.3.2: H-πολύτοπο

΄Ενα H-πολύτοπο είναι η τοµή ενός πεπερασµένου πλήθους κλειστών ηµιχώρων (halfspaces) : ένα
φραγµένο σύνολο P ⊂ Rn της µορφής

P = P (A, z) = {x ∈ Rn : Ax ≤ z} (3.3.2)

µε A ∈ Rm×d και z ∈ Rm.

Τα περισσότερα προβλήµατα βελτιστοποίησης κωδικοποιούν τους περιορισµούς στην παραπάνω µορφή,
χρησιµοποιώντας ανισώσεις. ΄Ενα παράδειγµα από Γραµµικό Προγραµµατισµό είναι το εξής:

minimize 3x1 + 2x2

subject to − x1 + 3x2 ≤ 12

x1 + 3x2 ≤ 12

2x1 + x2 ≤ 8

− x1 − x2 ≤ 10

x1, x2 ≥ 0

Είναι ξεκάθαρο ότι οι περιορισµοί του προβλήµατος έχουν τη µορφή ενός H-πολυτόπου (3.3.2). Ωστόσο, το
παράδειγµα του σχήµατος 3.3.1 σκιαγραφεί ένα διαφορετικό τρόπο έκφρασης ενός πολυτόπου, ο οποίος βασίζεται
στις κορυφές. Αυτή η παρατήρηση εκφράζεται µαθηµατικά µε το παρακάτω θεώρηµα:

Definition 3.3.3: V-πολύτοπο

΄Εστω S ένα πεπερασµένο σύνολο σηµείων x ∈ Rn. Το κυρτό κάλυµµα (convex hull) του συνόλου S
λέγεται V-πολύτοπο.

΄Ενα πολύτοπο µπορεί να εκφραστεί χρησιµοποιώντας είτε τις κορυφές είτε τους ηµιχώρους. Οι δύο παραπάνω
εκφράσεις είναι ισοδύναµες.

Theorem 3.3.4: Κεντρικό θεώρηµα πολυτόπων

΄Ενα σύνολο P ⊆ Rd είναι το κυρτό κάλυµµα ενός πεπερασµένου συνόλου σηµείων (V-πολύτοπο) P =
conv(V) για κάποιο V ∈ Rd×n αν και µόνο αν υπάρχει µία φραγµένη τοµή halfspaces (H-πολύτοπο)
όπου P = P (A, z) µε A ∈ Rm×d και z ∈ Rm.

Ως αυτό το σηµείο, οι έννοιες είναι ιδιαίτερα γενικές και βρίσκουν αντίκρισµα τόσο στο µονοειδές της τροπικής
γεωµετρίας όσο και στην κλασική θεώρηση της γραµµικής άλγεβρας. Για την ανάλυση τροπικών προβληµάτων,
ακολουθεί η εισαγωγή ορισµένων µαθηµατικών εργαλείων της τροπικής γεωµετρίας.

΄Εστω Fmin ένα fan στο TPn−1 που ορίζεται από την τροπική καµπύλη µε a1 = · · · = an = 0. Με όµοιο τρόπο
ορίζουµε το max-plus ανάλογο. Η σχηµατική αναπαράσταση στο 3.3.3. Παρατηρούµε ότι το τροπικό fan Fmin
συµπίπτει µε την τροπική υπερεπιφάνεια για το πολυώνυµο min{x1, x2, . . . , xn, 0}. Αντίστοιχα για το max-plus
ανάλογο.

΄Εστω V ⊂ Rn ένα σύνολο σηµείων. Τότε η τροπική κυρτή θήκη (tropical convex hull) είναι το ελάχιστο
τροπικά κυρτό υποσύνολο του Rn που περιέχει το V . Η µορφή των παραπάνω συνόλων διαφέρει από τα
αντίστοιχα γραµµικά. Στο σχήµα 3.3.4 βλέπουµε ορισµένα παραδείγµατα που είναι κυρτά στο πλαίσιο των
τροπικών µαθηµατικών αλλά αποτελούν συλλογή (κλασικά) κυρτών συνόλων. Για τα σηµεία έχουµε vu ∈ TP2.
Το αριστερό τροπικά κυρτό σύνολο διαιρείται εύκολα στο γαλάζιο πολύτοπο και στο ευθύγραµµο τµήµα που
ορίζουν τα σηµεία (0, 0, 0) και (0, 0, 2). Παρόµοια διαχωρίζονται και τα άλλα τροπικά κυρτά σύνολα. Επιπλέον,
τα ευθύγραµµα τµήµατα που περικλείουν τις γαλάζιες περιοχές, ή γενικότερα ορίζουν τα πολύτοπο, είναι είτε
παράλληλα στους άξονες είτε στην ευθεία y = x. Εδώ εντοπίζεται η λειτουργία των fans. Μάλιστα, το µεσαίο
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−3 −2 −1 0 1 2 3

−3

−2

−1

0

1

2

3

A3

A1 A2

(a) Fmax

−3 −2 −1 0 1 2 3

−3

−2

−1

0

1

2

3

A2 A1

A3

(b) Fmin

Σχήµα 3.3.3: Max-plus και Min-plus fans σε δύο διαστάσεις

πολύτοπο αντιστοιχεί στο Fmin. Ο τρόπος διάκρισης των αντικειµένων της συλλογής είναι µέσω του τύπου
τους.

Σχήµα 3.3.4: Τροπικά κυρτά σύνολα. Σχήµα από [DS04]

Definition 3.3.5: τύπος του x σχετικά µε V

΄Εστω x ∈ TPn−1. Ο τύπος του x σχετικά µε V είναι η διατεταγµένη n-πλειάδα (ordered n-tuple)
S1, . . . , Sn των υποσυνόλων Sj ⊆ [r] που ορίζεται µε τον ακόλουθο τρόπο: ο δείκτης i ∈ Sj αν:

vij − xj =

n∧

k=1

vik − xk

Το σύνολο όλων των σηµείων των οποίων ο τύπος περιέχει το S είναι το XS = {x ∈ TPn−1 : S ⊆ type(x)}.
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Επισηµαίνεται ότι το σύνολο S είναι ένα κλειστό κυρτό πολύεδρο υπό την κλασική έννοια. Αναλυτικότερα:

XS = {x ∈ TPn−1 : xk − xj ≤ vik − vij ∀j, k ∈ [n] s.t. i ∈ Sj} (3.3.3)

Αυτή η παρατήρηση είναι ιδιαίτερα σηµαντική, καθώς αποτελεί τη γέφυρα από την τροπική στην κλασική
βελτιστοποίηση. Διακρίνοντας το τροπικό πολύτοπο στους διάφορους τύπους του, γίνεται η κωδικοποίηση των
συνθηκών µε τρόπο τέτοιο ώστε κλασικοί αλγόριθµοι κυρτής βελτιστοποίησης να µπορούν να εφαρµοστούν. Η
διαίρεση αυτή ονοµάζεται αποσύνθεση σε κελιά ή cell decomposition1:

Theorem 3.3.6: cell decomposition

Η συλλογή των κυρτών πολυέδρων XS , µε S να παίρνει τις τιµές όλων των τύπων, ορίζει ένα cell
decomposition CV του TPn−1. Το τροπικό πολύτοπο P = tconv(V ) ισούται µε την ένωση όλων των
φραγµένων κελιών XS σε αυτή την αποδόµηση.

Τα fans χωρίζουν το TPn−1 σε υποχώρους. Γεωµετρικά, λοιπόν, το cell decomposition ενός συνόλου
V ⊂ TPn−1 πραγµατοποείται µέσω της τοποθέτησης max-plus fans µετατοπισµένων ώστε τα κέντρα τους
να συµπίπτουν µε τα σηµεία vi ∈ V . Το τροπικό πολύτοπο αντιστοιχεί στην ένωση όλων των φραγµένων τοµών
που ορίζουν τα εν λόγω fans.

Example 3.3.7: types και cell decomposition

΄Εστω r = n = 3 και V = {v1,v2,v3} µε v1 = (0, 0, 2),v2 = (0, 2, 0) και v3 = (0, 1,−2). Τότε το
cell decomposition CV φαίνεται στο σχήµα 3.3.5. Παρατηρούµε ότι το γκρι κελί έχει τύπο (2, 1, 3). Πώς
προκύπτει αυτό; Η max-plus καµπύλη 3.3.3a διασπά το R2

σε A1 ∪A2 ∪A3. Το γαλάζιο κελί είναι στο
halfspace A1 σχετικά µε το v2, στο A2 σχετικά µε το v1 και στο A3 σχετικά µε το v3.

(12, 1, 23)

(1, 1, 123)

(123, 1, 3)

(2, 12, 3)

(2, 12, 23)

(23, 13, 3)
(2, 13, 3)

(23, 1, 3)

(2, 13, 3)
(2, 123, 3)

(2, 1, 23)

(1, 1, 23)

(2, 1, 3)

Σχήµα 3.3.5: cell decomposition. Σχήµα από [DS04]

3.3.2 tropical linear problems

Στις προηγούµενες ενότητες, παρουσιάστηκαν τα εργαλεία για τη µετατροπή των προβληµάτων κυρτής
βελτιστοποίησης σε κλασική µορφή. Στην περίπτωσή µας, έχουµε ένα τροπικό πολύτοπο P. Σύµφωνα µε
το θεώρηµα 6 το πολύτοπο P µπορεί να εκφραστεί ως η ένωση ενός πεπερασµένου αριθµού, έστω M , κυρτών

1
Χρησιµοποιούµε την αγγλική ορολογία.
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Σχήµα 3.3.6: Min-plus arrangement των σηµείων t1, t2, t3, t4.

υπό την κλασική έννοια πολύτοπων:

P =

M⋃

m=1

Pm (3.3.4)

Εποµένως το πρόβληµα (3.0.1) γίνεται

min
m∈[M ]

zm s.t. zm = min {f(x)|x ∈ P}

P =

M⋃

m=1

Pm (3.3.5)

Η ανάλυση αρχίζει από τα πιο απλά προβλήµατα, τα τροπικά γραµµικά προβλήµατα. ΄Εστω το πρόβληµα
ελαχιστοποίησης:

minimize f(x) + g(x) (3.3.6)

όπου f, g : Rn → R ∪ {+∞} είναι κλειστές κυρτές και µπορούν να είναι nonsmooth. Τότε, σύµφωνα µε τη
µέθοδο Alternating direction method of multipliers (ADMM) [Par14; The15] το πρόβληµα επιλύεται:

xk+1 = proxλf (zk − uk) (3.3.7)

zk+1 = proxλg(xk+1 + uk) (3.3.8)

uk+1 = uk + xk+1 − zk+1 (3.3.9)

Συνήθως χρησιµοποείται η συνάρτηση f ως objective function και η g για κωδικοποίηση των constraints.
΄Εχοντας αποδοµήσει το τροπικό πολύτοπο σε µία συλλογή κλασικών πολυτόπων χρησιµοποιούµε τη µέθοδο
ADMM για την επίλυση των επιµέρους προβληµάτων. Η "έκδοση" (variant) µε τον proximal operator

proxλf (v) = argminx

{
f(x) +

1

2λ
‖x− v‖22

}
(3.3.10)

εγγυάται strong convexity και ταχύτερη σύγκλιση [CP11].

3.3.3 tropical fractional problems
Το πρόβληµα έχει µελετηθεί από τους Gaubert, Katz, and Sergeev στο [GKS12]. Η αντικειµενική συνάρτηση
λαµβάνει τη µορφή τροπικής διαίρεσης (τροπικών) πολυωνύµων, η οποία έγκειται στην "κλασική" αφαίρεση.
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΄Εστω, λοιπόν, f, g : Rn → R δύο τροπικά πολυώνυµα. Τότε η αντικειµενική συνάρτηση τροπικά κλασµατικού
προγραµµατισµού έχει τη µορφή:

h(x) = f(x)� g(x) = f(x)− g(x) (3.3.11)

Γνωρίζουµε, επιπλέον, ότι τα τροπικά πολυώνυµα έχουν κυρτή φύση. Εποµένως, αντιµετωπίζουµε ένα πρόβληµα
διαφοράς κυρτών συναρτήσεων [Har59; She+16] (βλ. Difference of Convex (DC) programming) που έχει την
παρακάτω µορφή:

minimize

(
n∨

i=1

xi + ai

)
∨ an+1

︸ ︷︷ ︸
f(x)

−
(

n∨

i=1

xi + bi

)
∨ bn+1

︸ ︷︷ ︸
g(x)

subject to (A� x) ∨ c ≤ (B� x) ∨ d

3.3.4 tropical constraint problems
Η αποδόµηση που περιγράφεται στ προηγούµενο section και χρησιµοποείται στις παραπάνω παραγράφους µπορεί
να επεκταθεί σε προβλήµατα που δεν είναι αµιγώς τροπικά (ή max-plus) αλλά έχουν σύνολο περιορισµών ένα
τροπικό πολύεδρο. Τέτοιου είδους προβλήµατα περιγράφουν ένα χώρο που ορίζεται από τροπικές ανισότητες και
στοχεύουν στη µεγιστοποίηση µίας αυθαίρετης αντικειµενικής συνάρτησης. Εφόσον η αντικειµενική συνάρτηση
είναι κυρτή ή µπορεί να εκφραστεί ως διαφορά κυρτών συναρτήσεων, το πρόβληµα µπορεί να επιλυθεί αποτε-
λεσµατικά µε τεχνικές παρόµοιες µε τις παραπάνω παραγράφους.

3.4 Δροµολόγηση εργασιών
Το τροπικό πρόβληµα βελτιστοποίησης έχει διαχωριστεί σε M προβλήµατα µε κυρτό υπό την κλασική έννοια
σύνολο περιορισµών. ΄Εστω, λοιπόν, ότι έχουµεK υπολογιστές-agents και θέλουµε να ολοκληρωθεί η διαδικασία
όσο πιο σύντοµα γίνεται. Υποθέτουµε ότι οι agents έχουν ίση υπολογιστική δυνατότητα και ότι κάθε υπο-
πρόβληµα αντιστοιχεί σε µία τιµή δυσκολίας di µε i ∈ [M ]. Για παράδειγµα, η δυσκολία αυτή µπορεί να έγκειται
στο πλήθος των ανισοτήτων. Εποµένως, η δροµολόγηση των υπο-προβληµάτων στους K υπολογιστές µπορεί
να µοντελοποιηθεί ως εξής:

min max
k∈K

∑

i∈Sk
di

s.t.
K⊔

k=1

Sk = [M ] (3.4.1)

Sk 6= ∅ ∀k ∈ [K]

όπου Sk ⊆ [M ] είναι το σύνολο των υποπροβληµάτων που ανατίθενται στον agent k. Πρόκειται, λοιπόν, για
το equal-sum subset πρόβληµα που ανήκει στην κλάση πολυπλοκότητας NP-hard αλλά επιδέχεται αλγόριθµο
ψευδοπολυωνυµικού χρόνου για K = O(1) [Cie+08]. Ο αλγόριθµος παρουσιάζεται σχηµατικά στο 3.4.1.
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3.4. Δροµολόγηση εργασιών

objective function f(x)
σύνολο σημείων V

objective function f(x)
σύνολο σημείων V ′ = N (V )

f(x),P = tconv(V ′)

f(x),P =
⋃M

m=1 Pm

scheduler

agent 1agent 0 agent K

Σχήµα 3.4.1: Διάγραµµα ροής της διαδικασίας

37



Κεφάλαιο 3. Βελτιστοποίηση

38



Κεφάλαιο 4

Νευρωνικά Δίκτυα

4.1 Δοµή νευρωνικού δικτύου . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
4.2 Συναρτήσεις Ενεργοποίησης . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
4.3 Συναρτήσεις κόστους . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44
4.4 Εκπαίδευση Νευρωνικού Δικτύου Πολλών Στρωµάτων . . . . . . . . . . . 46
4.5 Αλγόριθµοι Βελτιστοποίησης Κατάβασης Κλίσεων . . . . . . . . . . . . . . 49

4.5.1 Gradient Descent . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
4.5.2 Stochastic Gradient Descent . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
4.5.3 Momentum . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
4.5.4 Adaptive Momentum Estimation (Adam) . . . . . . . . . . . . . . . . . . . . . . . 51

39



Κεφάλαιο 4. Νευρωνικά Δίκτυα

Ο όρος νευρωνικά δίκτυα εµπεριέχει µία συλλογή υπολογιστικών µοντέλων µε πύρηνα το νευρώνα. Παρόλο που
τα νευρωνικά δίκτυα επινοήθηκαν το 1958 µε το perceptron του Rosenblatt, η δηµοφιλία τους εξελίχθηκε την
περασµένη δεκαετία, όπου η πρόοδος στις δυνατότητες των υπολογιστών επέτρεψε την ευρεία και αποτελεσµατική
εφαρµογή τους σε πληθώρα προβληµάτων.

Τα νευρωνικά δίκτυα επιλύουν προβλήµατα προσέγγισης συναρτήσεων. Η χρήση τους προσανατολίζεται σε
προβλήµατα µη-γραµµικά και µη-κυρτής φύσεως. Η ιδέα ξεκινά µε τους McCulloch and Pitts [MP43] το 1943
και βασίζεται στον ανθρώπινο εγκέφαλο, ο οποίος συνιστά ένα σύνθετο µη-γραµµικό και παράλληλο υπολογιστή.
Προσλαµβάνει πληροφορίες, τις επεξεργάζεται και οδηγείται σε συµπεράσµατα/αποφάσεις. Συγκεκριµένα, ο
άνθρωπος λαµβάνει ερεθίσµατα από το περιβάλλον του, τα οποία συλλαµβάνουν οι υποδοχείς του οργανισµού.
Τα σήµατα µετατρέπονται σε ηλεκτρικά σήµατα, γεγονός που καθιστά εφικτή την επεξεργασία τους. Ακολουθεί
η ανάλυση της πληροφορίας.

Μελετητές της βιολογίας έχουν καταλήξει στο συµπέρασµα ότι η εν λόγω επεξεργασία των σηµάτων είναι
µη-γραµµική. Τα νευρωνικά δίκτυα, λοιπόν, κατασκευάστηκαν µε στόχο τη µίµηση αυτής της συµπεριφοράς.
Στο κεφάλαιο αυτό πραγµατοποείται µία σύντοµη εισαγωγή στα δηµοφιλή αυτά µοντέλα. Καλύπτεται η δοµή
τους, οι συναρτήσεις ενεργοποίησης και κόστους. Αναλύεται ο τρόπος που τα νευρωνικά δίκτυα "µαθαίνουν"
και συµπεριλαµβάνεται µία σύντοµη αναφορά στους αλγορίθµους βελτιστοποίησης της διαδικασίας εκπαίδευσής
τους.

4.1 Δοµή νευρωνικού δικτύου

Ο νευρώνας αποτελεί τον πυρήνα του νευρωνικού δικτύου. Πρόκειται για µία υπολογιστική µονάδα που δέχεται
ένα διάνυσµα εισόδου x ∈ Rn, το επεξεργάζεται και παράγει µία είσοδο y ∈ R. Ο νευρώνας παρουσιάζεται στο
σχήµα 4.1.1. Αναλυτικότερα:

• Ο νευρώνας χαρακτηρίζεται από ένα διάνυσµα βαρών σύνδεσης a ∈ Rn και το bias b ∈ R.

• Ο νευρώνας υπολογίζει το σταθµισµένο άθροισµα f(x) = a>x + b =
n∑
i=1

aixi + b. Τα βάρη σύνδεσης

προσδίδουν διαφορετική "σηµασία" σε κάθε χαρακτηριστικό εισόδου xi, i ∈ [n].

• Τέλος, το σταθµισµένο άθροισµα διέρχεται από ένα φίλτρο, τη λεγόµενη συνάρτηση ενεργοποίησης φ(·).
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xi

xp

...

...

∑
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1
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ap

φ(·)

b

Σχήµα 4.1.1: Perceptron

Το µοντέλο αυτό επινοήθηκε από τον Rosenblatt [Ros58] το 1958 και λειτουργεί σωστά, δηλαδή ταξινοµεί τις
κλάσεις χωρίς λάθη, στην περίπτωση που τα πρότυπα είναι γραµµικά διαχωρίσιµα. Αναλυτικότερα, η εξίσωση
f(x) = a>x + b = 0 που ορίζει η έξοδος του perceptron, αντιστοιχεί σε ένα υπερεπίπεδο στο Rn που δρα ως
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4.2. Συναρτήσεις Ενεργοποίησης

διαχωριστική επιφάνεια απόφασης ανάµεσα στις δύο κλάσεις εισόδου C0, C1. Εφόσον οι κλάσεις είναι γραµµικά
διαχωρίσιµες, η εκπαίδευση παράγει ένα διάνυσµα βαρών a και όρο πόλωσης (bias) b, τέτοιο ώστε:

{
a>x + b ≥ 0 x ∈ C0
a>x + b < 0 x ∈ C1

Ως συνάρτηση ενεργοποίησης φ(·) (βλ. σχήµα 4.1.1), χρησιµοποείται η συνάρτηση προσήµου. Σε κάθε εποχή, ο
αλγόριθµος εκπαίδευσης εξετάζει όλα τα πρότυπα εισόδου και ενηµερώνει τα βάρη προσθαφαιρώντας το πρότυπο
εισόδου x, σταθµισµένο µε το ρυθµό µάθησης η, ώστε να τροποποιήσει το σύνορο απόφασης a>x + b = 0
σε περίπτωση λανθασµένης ταξινόµησης. Ο κανόνας ενηµέρωσης, καθώς και ο αλγόριθµος παρουσιάζονται
παρακάτω σε µορφή ψευδοκώδικα:

Algorithm 3: Perceptron Training
Data: number of epochs E , dataset D = {(xi, yi) ∈ Rp × {−1, 1}}mi=1, learning rate η
Init: random weight vector w =

[
a b

]

1 do
2 pick random x ∈ D . all patterns are selected once at each epoch
3 compute perceptron’s output d← sgn(f(x))
4 update weights w← w + η(y − d)x

5 until all patterns are classified correctly or number of epochs is reached
6 if number of epochs is reached then
7 return FALSE
8 else
9 return w =

[
a b

]

10 end

Επιλέγοντας κατάλληλο αριθµό εποχών E και ρυθµό µάθησης η, το perceptron παράγει ένα σωστό σύνορο
απόφασης για γραµµικά διαχωρίσιµα πρότυπα. Ωστόσο, µία τόσο απλή κατανοµή, µε πρότυπα πάνω και κάτω
µίας νοητής γραµµής, δεν παρατηρείται σε πραγµατικά προβλήµατα. Αντίθετα, χαλαρώνεται η επιταγή του
µηδενικού λάθους και στοχεύουµε στην ελαχιστοποίησή του.

Για την εκµάθηση σύνθετων κατανοµών, επεκτείνουµε το µοντέλο του απλού perceptron σε πολλά επίπεδα
διατάσσοντας στο καθένα πολυάριθµα perceptrons. Οι νευρώνες που λαµβάνουν το ίδιο διάνυσµα εισόδου
βρίσκονται στο ίδιο επίπεδο. Κατά συνέπεια, κάθε επίπεδο µε n-διάστατο διάνυσµα εισόδου και m εξόδους
ορίζει µία απεικόνιση φ : Rn → Rm. Το διάνυσµα εξόδου φ(x) αποτελεί είσοδο στο επόµενο επίπεδο και η
διαδικασία επαναλαµβάνεται έως το επίπεδο εξόδου που, συνήθως, χαρακτηρίζεται από µία εξοδο y ∈ R. Τα
ενδιάµεσα επίπεδα, δηλαδή όλα εκτός της εισόδου και της εξόδου, λέγονται κρυφά. ΄Ενα γενικό νευρωνικό δίκτυο
έχει τη µορφή του σχήµατος 4.1.2.

4.2 Συναρτήσεις Ενεργοποίησης

Οι συναρτήσεις ενεργοποίησης µιµούνται τη µη-γραµµική απόκριση των νευρώνων του ανθρώπινου οργανισµού.
Πολλές διαφορετικές συναρτήσεις έχουν προταθεί στη βιβλιογραφία και η επιλογή τους εξαρτάται σε µεγάλο
βαθµό από την εφαρµογή. Ορισµένες γνωστές συναρτήσεις παρουσιάζονται παρακάτω και στο σχήµα 4.2.1.

Η µη γραµµική συµπεριφορά των συναρτήσεων ενεργοποίησης επιτρέπει την εκµάθηση σύνθετων περιοχών
απόφασης. Για το λόγο αυτό, τα νευρωνικά δίκτυα χρησιµοποιούνται ευρέως για πληθώρα εφαρµογών. Ωστόσο,
η επιθυµητή αυτή ιδιότητα αποτελεί τροχοπέδη στη λεπτοµερή ανάλυση και κατανόηση της λειτουργίας και των
αποτελεσµάτων των νευρωνικών δικτύων, καθώς εγείρει προβλήµατα µη-κυρτής φύσεως.

Στην υποενότητα αυτή µελετούµε τις πιο διαδεδοµένες συναρτήσεις ενεργοποίησης και συνδέουµε την τροπική
γεωµετρία µε ορισµένες. Αυτή η σύνδεση εξηγεί σε µεγάλο βαθµό το αυξάνον ενδιαφέρον της κοινότητας της
µηχανικής µάθησης/τεχνητής νοηµοσύνης στα µαθηµατικά µοντέλα της τροπικής γεωµετρίας.

Παρουσιάζουµε τις διάφορες συναρτήσεις και ακολουθεί σύντοµος σχολιασµός.
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4.2. Συναρτήσεις Ενεργοποίησης

συνάρτηση κατωφλίου

φ(x) =

{
1 x ≥ θ
0 x < θ

(4.2.1)

Η συνάρτηση κατωφλίου αποτελεί την εναρκτήρια συνάρτηση ενεργοποίησης στη βιβλιογραφία. Αντιστοιχεί
στη διέγερση του νευρώνα που πρότεινε ο Rosenblatt στο οµώνυµο perceptron. Αποσκοπεί στην ταξινόµηση
προτύπων από δύο κατηγορίες (binary classification).

συνάρτηση προσήµου

φ(x) = sign(x) =





1 x > 0

0 x = 0

−1 x < 0

(4.2.2)

Η συνάρτηση προσήµου αποτελεί επέκταση της συνάρτησης κατωφλίου από το πεδίο τιµών [0, 1] στο [−1, 1].
Είναι φανερό ότι η συµπεριφορά της είναι παρόµοια.

σιγµοειδής συνάρτηση

φ(x) = σT (x) =
1

1 + e−x/T
(4.2.3)

Αποτελεί µία οµαλή (smooth) προσέγγιση της συνάρτησης κατωφλίου. Ιστορικά, η σιγµοειδής χρησιµοποιούταν
κατά κόρον τις προηγούµενες δεκαετίες για προβλήµατα δυαδικής ταξινόµησης. Αυτό οφείλεται στο γεγονός ότι
προσδίδει πιθανότητες φ(x) στο πρότυπο 1 και 1−φ(x) στο πρότυπο 0. Ωστόσο, ο υπολογισµός του εκθετικού
και η floating point διαίρεση επιβαρύνουν υπολογιστικά την εκπαίδευση των δικτύων. Συνεπώς, στην εποχή των
βαθιών αρχιτεκτονικών (deep learning), η χρήση της έχει περιοριστεί. Αξίζει να σηµειωθεί ότι η επέκτασή της
(softmax) που αναθέτει πιθανότητες σε προβλήµατα κατηγοριοποίησης πολλών προτύπων χρησιµοποείται ως το
τελευταίο layer στα νευρωνικά δίκτυα σε προβλήµατα ταξινόµησης πολλών κλάσεων (multi-class classification).

υπερβολική εφαπτοµένη

φ(x) = α · tanh(βx) = α · e
βx − e−βx
eβx + e−βx

(4.2.4)

Η υπερβολική εφαπτοµένη αποτελεί µία γενίκευση της σιγµοειδούς συνάρτησης µε πεδίο τιµών το [−α, α].
Συνήθως, α = 1.

Rectified Linear Unit (ReLU)

φ(x) = ReLU(x) = max(0, x) (4.2.5)

Η συνάρτηση Rectified Linear Unit ή αλλιώς ReLU [NH] αποτελεί την πλέον διαδεδοµένη επιλογή για συνάρτηση
ενεργοποίησης για Βαθιά Νευρωνικά Δίκτυα λόγω της απλότητάς της που οδηγεί σε υψηλές ταχύτητες υπολο-

γισµού. Η χρήση του τελεστή max αναδεικνύει άµεσα τη σχέση της ReLU µε την τροπική γεωµετρία. Οι Zhang,
Naitzat, and Lim εξερεύνησαν αυτή τη σχέση και έδειξαν ότι ένα πρόσθιο νευρωνικό δίκτυο (feedforward neural
network) µε ReLU ενεργοποιήσεις ορίζει ένα τροπικό κλάσµα (τροπικών) πολυωνύµων, όπως στη σχέση βλ.
(3.3.11) [ZNL18].

Leaky Rectified Linear Unit (LReLU)

φ(x) = LReLU(x) = max(αx, x) (4.2.6)

µε a ∈ (0, 1). Η ReLU δεν κωδικοποιεί πληροφορίες για x < 0 και η παραλλαγή της, η LReLU, µετριάζει αυτή
τη συµπεριφορά, προσδίδοντας υψηλότερη σηµασία στις θετικές τιµές αλλά διατηρώντας την πληροφορία των
αρνητικών τιµών. Συνήθης τιµή είναι α = 0.011.

1PyTorch documentation για Leaky ReLU
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Κεφάλαιο 4. Νευρωνικά Δίκτυα

Softplus

φ(x) = Softplus(x) =
1

β
· log(1 + exp(β · x)) (4.2.7)

Η συνάρτηση Softplus είναι µία οµαλή προσέγγιση της ReLU και µπορεί να χρησιµοποιηθεί µε σκοπό την
επιβολή θετικών τιµών στα βάρη. Επιπλέον, η σχέση της µε την Τροπική Γεωµετρία είναι στενή [Vir01; Luc10],
µέσω της αποκβαντοποίησης κατά Maslov (Maslov Dequantization). Σε αντίθεση µε τη ReLU, η Softplus
είναι παραγωγίσιµη και δεν εµπλέκονται υποπαράγωγοι κατά την εκπαίδευση νευρωνικών που τη χρησιµοποιούν
(περισσότερες λεπτοµέρειες στην υποενότητα 4.4).

Maxout

f(x) =

k∨

i=1

{Wijx + bij} =

k∨

i=1

[
n∑

m=1

Wijmxm

]
+ bij (4.2.8)

όπουWj,: είναι η j−οστή σειρά του πίνακα βαρώνW. Συνεπώς, η µονάδα Maxout αντιστοιχεί σε ένα τροπικό
πολυώνυµο. Τα δίκτυα Maxout προτάθηκαν από Goodfellow [Goo+13a]. ΄Ενας νευρώνας maxout µπορεί να
ερµηνευτεί ως µία τµηµατική γραµµική προσέγγιση µίας αυθαίρετης κυρτής συνάρτησης.
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Σχήµα 4.2.1: Συναρτήσεις ενεργοποίησης

4.3 Συναρτήσεις κόστους

Προς το παρόν, η συζήτηση έχει περιοριστεί στο εµπρόσθιο πέρασµα του νευρωνικού δικτύου, δηλαδή πως το
διάνυσµα εισόδου x ∈ Rn διέρχεται µέσα από το νευρωνικό δίκτυο και παράγει την είσοδο y ∈ R. Ωστόσο,
η παραπάνω διεργασία δεν εξηγεί τη διαδικασία της µάθησης, δηλαδή πως το νευρωνικό δίκτυο εξελίσσεται µε
κάθε δείγµα.

Οι συναρτήσεις κόστους καθορίζουν αυτή την εξέλιξη µέσω του αλγορίθµου backpropagation. Με πολύ απλά
λόγια, το κόστος αντιστοιχεί στο σφάλµα και ανάλογα το µέγεθός του, τα βάρη των συνάψεων ενηµερώνονται
ώστε να συµπεριλάβουν την πληροφορία του τελευταίου δείγµατος. Η φύση του προβλήµατος καθορίζει και
την επιλογή της µετρικής κόστους. Με άλλα λόγια, διαφορετικές συναρτήσεις χρησιµοποιούνται σε προβλήµατα
ταξινόµησης (classification) και διαφορετικές για προβλήµατα παλινδρόµησης (regression).
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4.3. Συναρτήσεις κόστους

΄Εστω y ∈ Rn το διάνυσµα που περιέχει τις πραγµατικές τιµές και ŷ ∈ Rn το διάνυσµα προβλέψεων που
προκύπτει ως έξοδος του νευρωνικού δικτύου (για n δείγµατα). Εξετάζουµε πρώτα τις συναρτήσεις κόστους
στο πλαίσιο των προβληµάτων παλινδρόµησης.

Mean Squared Error (MSE)

MSE(y, ŷ) =
1

n

n∑

i=1

(y − ŷ)2 (4.3.1)

Η µετρική κόστους µε τη γηραιότερη ιστορία αντιστοιχεί στο µεσοτετραγωνικό λάθος καθώς έχει µελετηθεί από
την εποχή του Gauss στο πλαίσιο της Γραµµικής ΄Αλγεβρας. Η γραµµική παλινδρόµηση (linear regression) είναι
ένα από τα πιο απλά αλλά, συγχρόνως, πιο διαδεδοµένα µοντέλα και επιλύει το πρόβληµα της ελαχιστοποίησης
του µεσοτετραγωνικού λάθους. Στο πλαίσιο της µηχανικής µάθησης, έχει παρατηρηθεί ότι το µεσοτετραγωνικό
σφάλµα είναι ευαίσθητο σε outliers (δείγµατα που απέχουν αρκετές διασπορές από τη µέση τιµή της κατανοµής).

Mean Absolute Error (MAE)

MAE(y, ŷ) =
1

n

n∑

i=1

|y − ŷ| (4.3.2)

Το µέσο απόλυτο σφάλµα δεν αντιµετωπίζει προβλήµατα µε outliers. ΄Εχει πιο εύρωστη συµπεριφορά και η
ελαχιστοποίηση αυτής της µετρικής οδηγεί στην εύρεση της διαµέσου της κατανοµής.

Στρέφουµε την προσοχή µας σε συναρτήσεις κόστους λάθους για ταξινόµηση. ΄Εστω x ∈ Rn το διάνυσµα
εισόδου, δηλαδή το πρότυπο υπό εξέταση και y η πραγµατική τιµή (label) του προτύπου. Για προβλήµατα
δυαδικής ταξινόµησης (binary classification), ισχύει m = 2. Εξετάζουµε τις ακόλουθες συναρτήσεις κόστους
σε σχέση µε ένα δείγµα. Για προβλήµατα δυαδικής ταξινόµησης σε κλάσεις C0, C1 θεωρούµε:

y =

{
1 x ∈ C1
−1 x ∈ C0

misclassification error (0/1-loss)

`0/1(y,x) =

{
1 y · f(x) < 0

0 αλλιώς
(4.3.3)

To 0/1-σφάλµα, λοιπόν, αντιστοιχεί σε µία δείκτρια συνάρτηση 1[y 6= ŷ]. Από την απλή της έκφραση και από το
σχήµα 4.3.1, συµπεραίνουµε ότι αυτό το σφάλµα είναι µη-συνεχές και µη-κυρτό. Κατά συνέπεια, είναι αδύνατη
η εφαρµογή µεθόδων µε υποπαραγώγους (subgradients) και η αποτελεσµατική βελτιστοποίηση προβληµάτων µε
αυτό το κριτήριο. Οι επόµενες µετρικές κόστους αποτελούν κυρτές προσεγγίσεις του πραγµατικού λάθους και
διευκολύνουν την εκπαίδευση του δικτύου στο πλαίσιο του online learning [Sha+11]. Αναλυτικότερα, η χρήση
κυρτών συναρτήσεων προσδίδει στους αλγορίθµους ευστάθεια, µειώνοντας τις ταλαντώσεις.

Hinge Loss

`hinge(y,x) = max{0, 1− y · f(x)} (4.3.4)

Σκοπεύει στη δηµιουργία ενός συνόρου απόφαση (decision boundary) µε µέγιστο περιθώριο σφάλµατος.
Χρησιµοποείται στις Μηχανές Διανυσµάτων Υποστήριξης ή Support Vector Machines (SVMs).

Cross-Entropy Loss

Χρησιµοποείται τόσο για δυαδική ταξινόµηση όσο και για την περίπτωση πολλών κλάσεων. ΄Εστω p, q : X →
[0, 1] δύο συναρτήσεις µάζας πιθανότητας. Τότε, η διασταυρωµένη εντροπία, ή αλλιώς cross-entropy, ορίζεται
ως:

H(p, q) = −
∑

x∈X
p(x) log q(x)
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Κεφάλαιο 4. Νευρωνικά Δίκτυα

Στο πλαίσιο της µηχανικής µάθησης, ωστόσο, δύναται η απλοποίηση της παραπάνω έκφρασης. Η έξοδος του
δικτύου πρέπει να είναι ένα διάνυσµα ŷ = f(x) έτσι ώστε f : Rn → ∆m ⊂ [0, 1]m, όπου ∆m το probability
simplex σε m διαστάσεις. Με άλλα λόγια, ανατίθεται µία πιθανότητα το πρότυπο να ανήκει σε καθεµία από τις
m πιθανές κλάσεις. Αυτό επιτυγάνεται µε τη χρήση softmax ως συνάρτηση ενεργοποίησης στο επίπεδο εξόδου.
Τέλος, το διάνυσµα y µε τα πραγµατικά labels είναι ένα one-hot vector, δηλαδή έχει άσσο στη σωστή κλάση
και µηδενικά στις υπόλοιπες. ΄Εστω ότι η σωστή κλάση είναι η i ∈ [m]. Τότε:

H(y, ŷ) = −y log ŷ

= −
m∑

k=1

yk log ŷk

= −yi log ŷi = log ŷi

Αξίζει να σηµειωθεί ότι η διασταυρωµένη εντροπία ταυτίζεται µε την απόσταση Kullback-Leibler, καθώς το
διάνυσµα πραγµατικών labels y είναι one-hot: H(y, ŷ) = D(y||ŷ). Το γεγονός αυτό προσδίδει διαίσθηση σε
αυτή τη µετρική, καθώς η απόσταση Kullback-Leibler ποσοτικοποιεί την απόσταση δύο κατανοµών.
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Σχήµα 4.3.1: Συναρτήσεις Κόστους

4.4 Εκπαίδευση Νευρωνικού Δικτύου Πολλών Στρωµάτων
Στην ενότητα 4.1 παρουσιάστηκε ο αλγόριθµος εκπαίδευσης του perceptron του Rosenblatt. Ωστόσο, ο αλ-
γόριθµος αυτός δεν είναι εφαρµόσιµος σε πολυεπίπεδα νευρωνικά δίκτυα. Αρκεί να παρατηρήσει κανείς ότι µε
εξαίρεση το νευρώνα εξόδου, δεν υπάρχει κάποιος ξεκάθαρος "στόχος" για την έξοδο. Οι κρυφοί νευρώνες
αποτελούν ενδιάµεσα στάδια στο µαύρο κουτί που ονοµάζεται νευρωνικό δίκτυο και, κατά συνέπεια, δεν ορίζεται
σωστή έξοδος (target output). Αυτό σηµαίνει ότι για τα βάρη των κρυφών νευρώνων, ο κανόνας ενηµέρωσής
τους εξαρτάται από τους γειτονικούς νευρώνες. Ο αλγόριθµος που επιλύει αυτό το πρόβληµα λέγεται backprop-
agation, δηλαδή backward propagation of errors. Ο ελληνικός όρος είναι οπισθοδιάδοση.

Προτού εντρυφήσουµε στη µαθηµατική διατύπωση των εξισώσεων που διέπουν την οπισθοδιάδοση, αξίζει
να ξεκαθαριστεί o συµβολισµός. Αναλυτικότερα, συµβολίζουµε µε w(k)

ij το βάρος του κόµβου j του επιπέ-
δου k για τον κόµβο i (του προηγούµενου επιπέδου). Χάριν ευκολίας, παραλείπουµε τον όρο πόλωσης b(k)i

ενσωµατώνοντας τον στο διάνυσµα βαρών ως το µηδενικό όρο w(k)
i0 = b

(k)
i . Θεωρούµε ότι το επίπεδο k

αποτελείται από nk νευρώνες και η έξοδος του νευρώνα i είναι o
k
i . Συµβολίζουµε µε φ και φ′ τη συνάρτηση

ενεργοποίησης και την παράγωγό της, αντίστοιχα. Χρησιµοποείται ο δείκτης o για τη συνάρτηση ενεργοποίησης
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του επιπέδου εξόδου, φo, καθώς στην πράξη διαφέρει µαθηµατικά από τις υπόλοιπες. Τέλος, µε aki συµβολίζεται
το σταθµισµένο άθροισµα για τον κόµβο i του επιπέδου k:

a
(k)
i = b

(k)
i +

nk∑

j=1

w
(k)
ij o

(k−1)
j =

nk∑

j=0

w
(k)
ij o

(k−1)
j (4.4.1)

Σκοπός του αλγορίθµου είναι η ενηµέρωση των βαρών w(k)
ij ώστε να ελαχιστοποιηθεί µία µετρική κόστους J . Η

ανάλυση του αλγορίθµου backpropagation συνδέεται ιστορικά µε το µεσοτετραγωνικό σφάλµα (4.3.1) λόγω της
απλής παραγώγου του. Στην επακόλουθη ανάλυση χρησιµοποείται το ίδιο σφάλµα J = 1

2 (y− ŷ)2. Επιθυµούµε,
λοιπόν, να υπολογίσουµε τη συµβολή του βάρους w(k)

ij στο σφάλµα
∂J

∂w
(k)
ij

, χάριν ευκολίας. Σύµφωνα µε τον

κανόνα της αλυσίδας:

∂J

∂w
(k)
ij

=
∂J

∂a
(k)
j

·
∂a

(k)
j

∂w
(k)
ij

(4.4.2)

, δ(k)j ·
∂a

(k)
i

∂w
(k)
ij

(4.4.3)

όπου µε δ(k)j συµβολίζουµε τον όρο σφάλµατος του κόµβου j στο επίπεδο k. Εξετάζουµε το δεύτερο παράγοντα
του κανόνα αλυσίδας:

∂a
(k)
i

∂w
(k)
ij

=
∂

∂w
(k)
ij

(
nk−1∑

l=0

w
(k)
lj o

(k−1)
l

)
= o

(k−1)
i (4.4.4)

Αντικαθιστώντας στην εξίσωση (4.4.3) έχουµε:

∂J

∂w
(k)
ij

= δ
(k)
j o

(k−1)
i (4.4.5)

Συνεπώς, η µερική παράγωγος για το βάρος είναι γινόµενο του όρου διόρθωσης δ(k)j για τον κόµβο j του επιπέ-
δου k και της εξόδου του κόµβου i του επιπέδου k − 1. Διαισθητικά, αυτό είναι λογικό καθώς το βάρος w(k)

ij

συνδέει τους παραπάνω κόµβους του δικτύου. Η παραπάνω ανάλυση είναι ανεξάρτηση των συναρτήσεων ενερ-
γοποίησης. Για το επίπεδο εξόδου και για συνάρτηση σφάλµατος τη µεσοτετραγωνική, υπολογίζουµε επακριβώς
την παράγωγο. Για τα κρυφά επίπεδα, δείχνουµε ότι ο όρος σφάλµατος εξαρτάται από τους αντίστοιχους όρους
του επόµενου επιπέδου. Από την ιδιότητα αυτή προκύπτει και το όνοµα του αλγορίθµου backpropagation.

Η έξοδος ŷ του δικτύου είναι ίση µε ŷ = φo(a
(m)
1 ), καθώς έχουµε µόνο µία έξοδο στο πρόβληµα παλινδρόµησης.

Συνεπώς:

J =
1

2
(ŷ − y)2 =

1

2
(φo(a

(m)
1 )− y)2

=⇒ δ
(m)
1 =

∂J

∂a
(k)
i

=
∂

∂a
(k)
i

(
1

2
(φo(a

(m)
1 )− y)2

)

= (φo(a
(m)
1 )− y) · φ′o(a(m)

1 )

= (ŷ − y) · φ′o(a(m)
1 ) (4.4.6)

Συνδυάζοντας τις παραπάνω εξισώσεις, καταλήγουµε στην εξής σχέση για το βάρος wmi1 του επιπέδου εξόδου:
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∂J

∂w
(m)
i1

= δ
(m)
1 o

(m−1)
i = (ŷ − y) · φ′o(a(m)

1 ) · o(m−1)i (4.4.7)

Για τους κόµβους των κρυφών επιπέδων, ο όρος σφάλµατος δ(k)j , 1 ≤ k < m, λαµβάνει την ακόλουθη µορφή:

δ
(k)
j =

∂J

∂a
(k)
j

=

rk+1∑

l=1

∂J

∂a
(k+1)
l

· ∂a
(k+1)
l

∂a
(k)
j

(4.4.8)

=

rk+1∑

l=1

δ
(k+1)
l · ∂a

(k+1)
l

∂a
(k)
j

(4.4.9)

Από τον ορισµό του όρου a(k+1)
l (4.4.1) και από το γεγονός ότι o(k)j = φ(a

(k)
j ) έχουµε:

a
(k+1)
l =

rk∑

j=1

w
(k+1)
jl o

(k)
j =

rk∑

j=1

w
(k+1)
jl φ(a

(k)
j ) (4.4.10)

=⇒ ∂a
(k+1)
l

∂a
(k)
j

= w
(k+1)
jl φ′(a(k)j ) (4.4.11)

Αντικαθιστώντας στην εξίσωση (4.4.9) λαµβάνουµε τη σχέση οπισθοδιάδοσης (backpropagation formula), που
συνδέει τους όρους σφάλµατος ενός επιπέδου µε τους αντίστοιχους του επόµενου:

δ
(k)
j =

rk+1∑

l=1

δ
(k+1)
l · w(k+1)

jl · φ′(a(k)j ) = φ′(a(k)j )

rk+1∑

l=1

δ
(k+1)
l · w(k+1)

jl (4.4.12)

Καταλήγουµε, λοιπόν, στη µερική παράγωγο των βαρών κρυφών νευρώνων:

∂J

∂w
(k)
ij

= δ
(k)
j o

(k−1)
i = φ′(a(k)j )o

(k−1)
i

rk+1∑

l=1

δ
(k+1)
l · w(k+1)

jl (4.4.13)

Για πολλές συναρτήσεις ενεργοποίησης, η παράγωγος φ′(x) έχει κλειστό τύπο. ΄Ενας από τους λόγους που η
σιγµοειδής συνάρτηση (4.2.3) σT (x) = 1

1+e−x/T
επικράτησε πριν την εποχή του deep learning είναι (εν µέρει)

και λόγω απλής έκφρασης της παραγώγου της. Για T = 1:

σ′(x) =
∂σ(x)

∂x
=

∂

∂x

(
1

1 + e−x

)

= − 1

(1 + e−x)2
· e−x · (−1) =

1

1 + e−x
· e−x

1 + e−x

= σ(x) · (1− σ(x)) (4.4.14)

Εποµένως, µε απλές πράξεις η παράγωγος υπολογίζεται εύκολα εφόσον έχει διατηρηθεί στη µνήµη η έξοδος
του perceptron σ(x). Για παράδειγµα, για πρόβληµα παλινδρόµησης µε µεσοτετραγωνικό σφάλµα, η µερική
παράγωγος του σφάλµατος για βάρος του νευρώνα εξόδου είναι:

(4.4.7)
(4.4.14)
=⇒ ∂J

∂w
(m)
i1

= (ŷ − y) · σ(a
(m)
1 ) · (1− σ(a

(m)
1 )) · o(m−1)i

Πλέον, ωστόσο, έχουν επικρατήσει συναρτήσεις που βασίζονται σε µη-γραµµικές συναρτήσεις όπως max. Τέ-
τοιοι τελεστές αφαιρούν την παραγωγισιµότητα από ορισµένα σηµεία του πεδίου ορισµού διατηρώντας, ωστόσο,
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τη συνέχεια. Χαρακτηριστικά παραδείγµατα αποτελούν οι συναρτήσεις της οικογένειας Rectified Linear Units:
ReLU (4.2.5) και Leaky ReLU (4.2.6). Στις περιπτώσεις αυτές,χρειάζεται µία πιο ισχυρή έννοια παραγ-
ωγισιµότητας για τις ανάγκες του αλγορίθµου backpropagation:

Definition 4.4.1: Subgradient

΄Ενα διάνυσµα g ∈ Rn είναι υποπαράγωγος (subgradient) της συνάρτησης f : Rn → R στο σηµείο
x ∈ dom f αν για κάθε z ∈ dom f ισχύει:

f(z) ≥ f(x) + g>(z− x) (4.4.15)

Αν, επιπλέον, η συνάρτηση f είναι κυρτή, η παράγωγός της στο x είναι εξ ορισµού υποπαράγωγος.
Συµβολίζουµε µε ∂f(x) το σύνολο των υποπαραγώγων της f στο σηµείο x. Αν ∂f(x) 6= ∅, η συνάρτηση
λέγεται υποπαραγωγίσιµη στο x. Αν η συνάρτηση f είναι υποπαραγωγίσιµη σε όλο το πεδίο ορισµού
dom f αποκαλείται υποπαραγωγίσιµη.

Γεωµετρικά, ένα διάνυσµα g είναι υποπαράγωγος της f στο x, g ∈ ∂f(x), αν η αφφινική συνάρτηση f(x) +
g>(z− x) είναι υποεκτιµητής της f σε όλο το πεδίο ορισµού (global underestimator). H υποπαράγωγος
αποτελεί µία γενίκευση της έννοιας της παραγώγου και χρησιµοποείται σε περιπτώσεις που η συνάρτηση υπό
εξέταση δεν είναι παραγωγίσιµη σε υποσύνολο ή σε όλο το πεδίο ορισµού. Στην εικόνα 4.4.1 παρουσιάζεται
σχηµατικά η έννοια της υποπαραγώγου για τη συνάρτηση ενεργοποίησης ReLU. Στην περίπτωση αυτή, το 0
είναι το µοναδικό σηµείο που δεν ορίζεται παράγωγος.

−2 −1 0 1 2
−2

−1

0

1

2

g1(x) ∈ ∂̂f(0)
g2(x) ∈ ∂̂f(0)
g3(x) ∈ ∂̂f(0)
f(x) = ReLU(x)

Σχήµα 4.4.1: Sugradient της ReLU συνάρτησης

4.5 Αλγόριθµοι Βελτιστοποίησης Κατάβασης Κλίσεων

Στην προηγούµενη ενότητα εξερευνήσαµε τον αλγόριθµο οπισθοδιάδοσης. Αν και έγινε λόγος για τον υπολο-
γισµό των παραγώγων, δεν αναφερθήκαµε µε ποιον τρόπο χρησιµοποιούνται αυτές οι ποσότητες στη µάθηση
κρυφών αναπαραστάσεων. Σε αυτή την ενότητα, λοιπόν, αναλύεται ο κανόνας ενηµέρωσης των βαρών, τόσο σε
µαθηµατικό όσο και σε διαισθητικό επίπεδο.
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Στα πειράµατα που ακολουθούν στο κεφάλαιο 6, χρησιµοποιούνται διάφοροι αλγόριθµοι εκπαίδευσης, ή op-
timizers σύµφωνα µε τη βιβλιογραφία. Αξίζει, λοιπόν, να αναφερθούµε στις διαφορές τους. Ο αλγόριθµος
της κατάβασης κλίσεων αποτελεί την κατεξοχήν επιλογή για βελτιστοποίηση/εκπαίδευση νευρωνικών δικτύων.
Χρησιµοποείται σε µη-κυρτά προβλήµατα χωρίς περιορισµούς. Στόχος µας είναι να ελαχιστοποιήσουµε την
αναµενόµενη τιµή του σφάλµατος:

J(w) = Ex,y∼D`(w;x, y) (4.5.1)

όπου το διάνυσµα w αντιστοιχεί στις παραµέτρους του µοντέλου.

4.5.1 Gradient Descent
Ο αλγόριθµος της κατάβασης κλίσεων, ή η οικογένεια των αλγορίθµων, βασίζονται σε µία απλή ιδέα. ΄Εστω ότι
τη χρονική στιγµή τ το µοντέλο µας έχει τις παραµέτρους w(τ). Υπολογίζοντας την παράγωγο της συνάρτησης
κόστους J στο σηµείο w(τ), βρίσκουµε την κατεύθυνση που οδηγεί µε βέλτιστο βήµα στη µεγιστοποίηση της
εν λόγω µετρικής κόστους. Ωστόσο, σκοπός µας είναι η ελαχιστοποίησή της και, συνεπώς, επιλέγουµε να
κινηθούµε στην αντίθετη κατεύθυνση. ΄Αρα , ο κανόνας αναβάθµισης των παραµέτρων είναι:

w(τ+1) = w(τ) − η∇J(w(τ)) (4.5.2)

όπου µε η συµβολίζουµε την υπερπαράµετρο του ρυθµού εκµάθησης (learning rate). Από την κατεύθυνση που
επιλέγεται, συµπεραίνουµε ότι υπάρχει µία µικρή γειτονιά µε κέντρο το w(τ)

που η κίνηση προς −∇J(w(τ))
θα οδηγήσει σε µείωση της µετρικής κόστους. ΄Εστω pτ = −∇J(w(τ)) η κατεύθυνση καθόδου. Τότε, από το
Θεώρηµα Μέσης Τιµής (ΘΜΤ) υπάρχει µ ∈ (0, 1) τέτοιο ώστε J(w(τ) + ατpτ ) = J(w(τ)) + ατ∇J(w(τ) +
µατpτ )>pτ . Για ατ αρκετά µικρό και εφόσον J ∈ C1(Rn) έχουµε ότι J(w(τ) +ατpτ ) < J(w(τ)). Για απογυγή
παρανόησης, το Θεώρηµα Μέσης Τιµής εγγυάται ότι υπάρχει βήµα ατ που να οδηγεί σε µείωση της αντικειµενικής
συνάρτησης J . Αντίθετα, ο προκαθορισµένος ρυθµός µάθησης η δεν αποτελεί τη βέλτιστη επιλογή και µπορεί
να οδηγήσει και σε αύξηση της J .

Με µία προσεκτική µατιά του παραπάνω κανόνα συµπεραίνουµε ότι αυτός ο αλγόριθµος δεν είναι αποδοτικός,
καθώς απαιτεί τον υπολογισµό της συνάρτησης σφάλµατος για όλα τα δείγµατα. Ο αριθµός των δειγµάτων
ενδέχεται να είναι στις δεκάδες χιλιάδες, καθιστώντας τον απλό αλγόριθµο κατάβασης κλίσεων απαγορευτικό
στην πράξη.

4.5.2 Stochastic Gradient Descent
Η στοχαστική έκδοση του αλγορίθµου αντιµετωπίζει την παραπάνω συµπεριφορά (µη-υπολογισιµότητα) αν-
αβαθµίζοντας τις παραµέτρους για κάθε δείγµα του συνόλου εκπαίδευσης

w(τ+1) = w(τ) − η∇J(w(τ);xi, yi) (4.5.3)

όπου το (xi, yi) δειγµατολειπτείται τυχαία από την κατανοµή D. Καθώς οι παράµετροι αναβαθµίζονται σε
κάθε δείγµα, ενδέχεται το εν λόγω δείγµα να µην είναι αντιπροσωπευτικό της συνολικής κατανοµής και να
µην επιλεχθεί κατάλληλη κατεύθυνση καθόδου. Παρατηρείται, λοιπόν, ιδιαίτερη διακύµανση στις τιµές της
αντικειµενικής συνάρτησης. Ωστόσο, αυτή η διακύµανση επιτρέπει τη µεταπήδηση από ένα τοπικό ελάχιστο σε
καλύτερη περιοχή παραµέτρων [Rud17].

Στην πράξη, χρησιµοποείται µία ενδιάµεση παραλλαγή που λαµβάνει υπόψιν ένα υποσύνολο (batch) του συνόλου
εκπαίδευσης για κάθε βήµα αναβάθµισης. Ο εν λόγω αλγόριθµος ονοµάζεται Mini-Batch Stochastic Gradient
Descent, αλλά στην πράξη χρησιµοποείται η ορολογία Stochastic Gradient Descent (SGD). Στη συνέχεια,
ακολουθούµε αυτή τη σύµβαση.

4.5.3 Momentum
Η στοχαστική κατάβαση κλίσης (SGD) δεν αντιµετωπίζει αποτελεσµατικά την πλοήγηση σε περιοχές όπου
η επιφάνεια έχει διαφορετικές κλίσεις σε κάθε κατεύθυνση. Τέτοιες περιοχές είναι συχνές γύρω από τοπικά
ελάχιστα και η Στοχαστική Κατάβαση Κλίσεων ταλαντώνεται γύρω από σηµεία επιτυγχάνοντας αργή πρόοδο
προς το τοπικό ελάχιστο.
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Ο αλγόριθµος Momentum προσπαθεί να µετριάσει αυτή την ανεπιθύµητη συµπεριφορά προσδίδοντας στον
κανόνα ενηµέρωσης βαρών το στοιχείο της ορµής. Αναλυτικότερα, ο όρος διόρθωσης εµπεριέχει τον όρο
διόρθωσης του προηγούµενου βήµατος κλιµακωµένο κατά γ ∈ (0, 1):

v(τ) = γv(τ−1) + η∇J(w(τ)) (4.5.4)

w(τ+1) = w(τ) − v(τ) (4.5.5)

Συµπεριλαµβάνοντας τον προηγούµενο όρο διόρθωσης v(τ−1), ο τωρινός v(τ)
αυξάνεται στις κατευθύνσεις που

δείχνουν προς την ίδια κατεύθυνση και µειώνεται στις αντίθετες κατευθύνσεις. Κατά συνέπεια, η σύγκλιση είναι
ταχύτερη και µε λιγότερες ταλαντώσεις. Η ιδέα παρουσιάζεται στο σχήµα 4.5.1. Ωστόσο, αυτή η επιθυµητή
συµπεριφορά εξαρτάται σε µεγάλο βαθµό από την επιλογή της υπερπαραµέτρου γ και ενδέχεται να έχει δυσµενείς
επιπτώσεις (βλ. 4.5.2).

Σχήµα 4.5.1: Στοχαστική Κατάβαση Κλίσεων µε και χωρίς momentum

4.5.4 Adaptive Momentum Estimation (Adam)
Η απλή εκδοχή του αλγορίθµου κατάβασης κλίσεων δεν εγγυάται καλή σύγκλιση, καθώς χαρακτηρίζεται από
ορισµένα σηµαντικά προβλήµατα. Αρχικά, είναι επιθυµητή η επιλογή µεταβλητού βήµατος µάθησης για τις διά-
φορες παραµέτρους. Αναλυτικότερα, στην περίπτωση που τα δεδοµένα υπό εξέταση είναι αραιά και τα χαρακτηρισ-
τικά τους εµφανίζονται µε διαφορετική συχνότητα, είναι εύλογη η πραγµατοποίηση µεγαλύτερης αναβάθµισης
σε σπάνια χαρακτηριστικά, ώστε το µοντέλο να τα ενσωµατώσει στη γνώση του. Ακόµη, από την ανάλυση της
προηγούµενης παραγράφου, προκύπτει το συµπέρασµα ότι η ένταξη όρου ορµής συνδράµει στην ταχύτητα της
σύγκλισης και, ενδεχοµένως, στην εύρεση καλύτερου τοπικού ελαχίστου.

Σηµειώνεται ότι ∇ ≡ ∇wτ στις ακόλουθες σχέσεις. Ο αλγόριθµος adam χρησιµοποιεί την πρώτη και τη δεύτερη
ροπή της παραγώγου της αντικειµενικής συνάρτησης ∇J(wτ ).

mτ = β1mτ−1 + (1− β1)∇J(wτ ) (4.5.6)

vτ = β2vτ−1 + (1− β2)(∇J(wτ ))2 (4.5.7)

Παρατηρούµε ότι οι ροπές τη χρονική στιγµή τ εξαρτώνται από τις ροπές της προηγούµενης χρονικής στιγµής.
Με αυτό τον τρόπο υλοποείται ένας όρος running average. Ωστόσο, αντί να χρησιµοποείται µία διπλή ουρά
που θα ήταν υπολογιστικά ακριβή καταφεύγουµε στη χρήση συντελεστών β1, β2 ∈ (0, 1). Συνήθεις τιµές είναι
β1 = 0.99, β2 = 0.9. Με τον τρόπο αυτό, οι πιο πρόσφατοι όροι καταλαµβάνουν σπουδαιότερο ρόλο στις ροπές.

Καθώς οι ροπές αρχικοποιούνται µε µηδενικά διάνυσµατα, αυτές τείνουν να κλίνουν (biased) προς το µηδέν. Οι
συγγραφείς Kingma and Ba [KB17] αντιµετωπίζουν το παραπάνω πρόβληµα χρησιµοποιώντας τους ακόλουθους
διορθωτικούς όρους:

m̂τ =
mτ

1− βτ1
(4.5.8)

v̂τ =
vτ

1− βτ2
(4.5.9)
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Συνεπώς, ο κανόνας αναβάθµισης των παραµέτρων διαµορφώνεται ως εξής:

wτ+1 = wτ −
η√

v̂τ + ε
m̂τ (4.5.10)

Ο αλγόριθµος adam βελτιώνει σε πολλά σηµεία την απλή κατάβαση κλίσεων, τόσο θεωρητικά όσο και
πειραµατικά. Πλέον, αποτελεί µία πολύ σύνηθη επιλογή για την εκπαίδευση των νευρωνικών δικτύων.

Στο σχήµα 4.5.2 απεικονίζονται οι τροχιές των αλγορίθµων βελτιστοποίησης αυτής της ενότητας. Παρατηρούµε
ότι η Κατάβαση Κλίσεων που χρησιµοποιεί όλο το σύνολο δεδοµένων για τον υπολογισµό της κλίσης σε κάθε
βήµα έχει µία πολύ λεία και δίχως ταλαντώσεις πορεία. Ωστόσο, ο χρόνος επίλυσης του προβλήµατος εί-
ναι απαγορευτικός. Η Στοχαστική Κτάβαση Κλίσεων (εδώ BATCH SIZE = 1), δεν έχει τόσο λεία πορεία και
σχηµατικά αφήνει την εντύπωση αργότερης σύγκλισης. ΄Οµως, αυτή η ταλάντωση οφείλεται στο γεγονός ότι
η ενηµέρωση των βαρών πραγµατοποείται για κάθε δείγµα. Στη συνέχεια απεικoνίζεται η τροχιά του αλγο-
ρίθµου Momentum. Παρατηρούµε ότι όρος ορµής "παρασέρνει" την πορεία και οδηγεί σε µεγαλύτερες ταλαν-
τώσεις στην αρχή. Αντιθέτως, καθώς ο αλγόριθµος πλησιάζει στο τοπικό ελάχιστο, ο όρος ορµής εστιάζει την
κατεύθυνση µε αποτέλεσµα να χρειάζονται λίγοτερα βήµατα. Τέλος, ο αλγόριθµος Adaptive Momentum Es-
timation ελαχιστοποιεί τη συµπεριφορά ταλάντωσης που χαρακτηρίζει τον Momentum και οδηγεί σε σύγκλιση
δίχως πολλές αλλαγές κατεύθυνσης.

Αξίζει να σηµειωθεί ότι η αντικειµενική συνάρτηση είναι ιδιαίτερα απλή και κυρτή µε αποτέλεσµα όλοι οι αλ-
γόριθµοι να βρίσκουν το (ολικό) ελάχιστο. Στην πράξη, οι αντικειµενικές συναρτήσεις παρουσιάζουν µη-κυρτή
µορφή και η επιλογή του αλγορίθµου βελτιστοποίησης είναι κρίσιµη.
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4.5. Αλγόριθµοι Βελτιστοποίησης Κατάβασης Κλίσεων

Σχήµα 4.5.2: Απεικόνιση της τροχιάς των αλγορίθµων βελτιστοποίησης
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Κεφάλαιο 5. Μορφολογικά νευρωνικά δίκτυα

Στο προηγούµενο κεφάλαιο έγινε µία σύντοµη και γενική περιγραφή των νευρωνικών δικτύων. Σε αυτό το
κεφάλαιο, επικεντρωνόµαστε σε µία ειδική κατηγορία νευρωνικών δικτύων, τα µορφολογικά νευρωνικά δίκτυα.
Τα εν λόγω µοντέλα χρησιµοποιούν συναρτήσεις ενεργοποίησης µόνο µε min,max όρους. Παραδείγµατα περ-
ιλαµβάνουν τις (4.2.5), (4.2.6), (4.2.8). Ιδιαίτερη προσοχή, ωστόσο, δίνεται σε κόµβους που αντιστοιχούν σε
τροπικά πολυώνυµα, min-plus ή max-plus. Οι συναρτήσεις min,max είναι εκ φύσεως µη γραµµικές. Αυτό
σηµαίνει ότι η χρήση τροπικών κόµβων καθιστά ανούσια τη χρήση συνάρτησης ενεργοποίησης.

Τα µορφολογικά νευρωνικά δίκτυα έχουν τις ρίζες τους στη θεωρία Πλεγµάτων (lattice theory) και στα οµώνυµα
µορφολογικά µαθηµατικά. Η θεωρία πλεγµάτων µπορεί να θεωρηθεί ως µία αλγεβρική γενίκευση της τροπικής
άλγεβρας και στο κεφάλαιο αυτό εξερευνούµε τη σύνδεσή τους. Στη συνέχεια, εξετάζουµε ορισµένες αρχιτεκ-
τονικές αναφέροντας τα διάφορα πλεονεκτήµατά τους. Τέλος, ακολουθεί µία συζήτηση για µονοτονικά νευρωνικά
δίκτυα, δηλαδή για µοντέλα που διατηρούν στην έξοδο τη µονοτονία των µεταβλητών εισόδου.

Ο µορφολογικός νευρώνας εισήχθηκε από τους Davidson and Hummer µε στόχο την εκµάθηση µορφολογικών
στοιχείων όπως η διαστολή και η συστολή στις εικόνες [DH93]. Η προσπάθεια αυτή εντατικοποιήθηκε και
οδήγησε σε πιο γενικά µοντέλα από τους Ritter and Sussner [RS96], οι οποίοι πρότειναν µία απλή αρχιτεκ-
τονική µε ένα κρυφό επίπεδο για την ταξινόµηση δυαδικών προτύπων. Τα σύνορα απόφασης αντιστοιχούν σε
υπερεπίπεδα παράλληλα στους άξονες. Στο πλαίσιο αυτό προτάθηκαν δύο βελτιώσεις. Αρχικά, ο Sussner επέκ-
τεινε τα δίκτυα συµπεριλαµβάνοντας δεύτερο κρυφό επίπεδο και µε τη δυνατότητα ταξινόµησης πολλών κλάσεων
[Sus98]. Ακόµη, οι Barmpoutis and Ritter µελέτησαν τη δυνατότητα περιστροφής των υπερεπιπέδων[BR07],
αίροντας την περιοριστική ιδιότητα του [RS96]. Οι Ritter and Urcid συνδέουν το µορφολογικό νευρώνα µε
βιολογικές διεργασίες, θεµελιώνουν τη φύση του στη Θεωρία Πλεγµάτων και αναδεικνύουν την ικανότητα ενός
µορφολογικού perceptron µε ένα επίπεδο να προσεγγίζει πολυδιάστατες συµπαγείς περιοχές µε αυθαίρετο βαθµό
ακρίβειας [RU03].

Οι Ritter, Sussner, and Diza-de-Leon εισήγαγαν τον όρο µορφολογικά νευρωνικά δίκτυα [RSD98], αντικα-
θιστώντας τις πράξεις της πρόσθεσης και του πολλαπλασιασµού µε maximum (ή minimum) και πρόσθεση.
Πραγµατοποίησαν, λοιπόν, µία τροπικοποίηση (tropicalization) των νευρωνικών µαθηµατικών. Οι Charisopou-
los and Maragos εκµεταλλεύονται αυτή την παρατήρηση και µελετούν την κλάση αυτών των δικτύων µε τη
βοήθεια της τροπικής θεωρίας [CM17]. Μία παρόµοια κλάση µοντέλων µελέτησαν οι Yang and Maragos στο
πλαίσιο της θεωρίας Probably Approximate Correct (PAC) του Valiant, τα min-max δίκτυα, που αντιστοιχούν
σε µία γενίκευση Boolean συναρτήσεων µε ρίζες στη θεωρία Πλεγµάτων [YM95]. Κοινό στοιχείο σε όλες
τις παραπάνω αναφορές είναι η εκµετάλλευση της ιδιαίτερης µορφής που χαρακτηρίζει τους µορφολογικούς
τελεστές για το σχεδιασµό αλγορίθµων εκπαίδευσης µε ταχύτερη και πιο εύρωστη σύγκλιση, ανταπεξέρχον-
τας τη µη-παραγωγισιµότητά τους. Ακόµη, οι Pessoa and Maragos παρουσιάζουν την κλάση των morpho-
logical/rank/linear (MRL) πολυεπιπέδων πρόσθιων νευρωνικών δικτύων όπου οι νευρώνες αποτελούνται από
υβριδικές γραµµικές και µη πράξεις [PM00], ενώ οι Sussner and Esmi µελετούν τα µορφολογικά δίκτυα υπό τη
σκοπιά της ανταγωνιστικής µάθησης [SE11].

Πρόσφατα, ερευνητές παρατήρησαν και ανέπτυξαν τη σύνδεση της τροπικής γεωµετρίας µε τα νευρωνικά
δίκτυα. Οι Montúfar et al. µελετούν την πολυπλοκότητα των βαθιών πρόσθιων νευρωνικών δικτύων µε
τµηµατικά γραµµικές ενεργοποιήσεις και υπολογίζουν ένα άνω όριο για το πλήθος των γραµµικών περιοχών που
δηµιουργούν[Mon+14]. Οι Charisopoulos and Maragos βελτιώνουν αυτό το άνω όριο, εξετάζοντας το πρόβληµα
υπό το τροπικό πρίσµα [CM18]. Τέλος, οι Zhang, Naitzat, and Lim εξετάζουν πρόσθια νευρωνικά δίκτυα µε
ReLU ενεργοποιήσεις και δείχνουν την αντιστοιχία τους µε τροπικές κλασµατικές απεικονίσεις [ZNL18].

5.1 Μορφολογικά Μαθηµατικά

Η θεωρία πλεγµάτων ή lattices (weighted) προσφέρει µία γενίκευση των εννοιών της τροπικής γεωµετρίας. ΄Ενα
µερικώς διατεταγµένο σύνολο ή poset (partially ordered set) (P,≤) είναι ένα σύνολο P µε τη διµελή πράξη ≤
που δηµιουργεί µία µερική διάταξη. Αναλυτικότερα, οι εξής ιδιότητες πρέπει να τηρούνται:

• Ανακλαστική: Για κάθε x ∈ P, ισχύει x ≤ x.

• Μεταβατική: Αν x ≤ y και y ≤ z, τότε x ≤ z.

• Αντισυµµετρική: Αν x ≤ y και y ≤ x, τότε x = y.
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Definition 5.1.1: Lattice

΄Ενα Lattice είναι ένα poset (L,≤) µε την ιδιότητα ότι κάθε δύο στοιχεία X,Y ∈ L έχουν ένα supremum
X ∨ Y και ένα infimum X ∧ Y . Χρησιµοποιείται ο συµβολισµός (L,∨,∧).

΄Ενα lattice L λέγεται πλήρες (complete) αν κάθε υποσύνολο L0 ⊂ L έχει supremum και infimum in L. Στο
πλαίσιο των πλεγµάτων ορίζονται διάφοροι τελεστές, δηλαδή απεικονίσεις (ή mappings) ψ : L → L . Ορισµένες
σηµαντικές ιδιότητες τελεστών είναι:

identity id(X) = X ∀X ∈ L
extensive ψ ≥ id

anti-extensive ψ ≤ id
idempotent ψ2 = ψ
involution ψ2 = id

Πίνακας 5.1: Ιδιότητες Μορφολογικών Τελεστών

Ιδιαίτερη σηµασία έχουν οι µονότονοι τελεστές, οι οποίοι διατηρούν τη µερική διάταξη. ΄Ενας τελεστής ψ λέγεται
increasing αν διατηρεί τη µερική διάταξη: X ≤ Y =⇒ ψ(X) ≤ ψ(Y ). Αντίστοιχα ορίζουµε και decreasing
τελεστές.

Από το µάθηµα της ΄Ορασης Υπολογιστών έχουµε δει 4 βασικούς τελεστές:

• dilation δ: δ
(∨

i∈J Xi

)
=
∨
i∈J δ(Xi)

• erosion ε: ε
(∧

i∈J Xi

)
=
∧
i∈J ε(Xi)

• opening α = δε: increasing, idempotent, anti -extensive

• closing β = εδ: increasing, idempotent, extensive

Οι ελληνικοί όροι των παραπάνω τελεστών είναι (µε την ίδια σειρά) διαστολή, συστολή, άνοιγµα και κλείσιµο.
Στο κείµενο, χρησιµοποιούµε και τους ελληνικούς και τους διεθνείς όρους. Αξίζει, ωστόσο, να δοθούν και οι
ακριβείς ορισµοί των τελεστών διαστολής και συστολής:

Definition 5.1.2: Διαστολή και Συστολή

΄Εστω L,M δύο πλήρη lattices. Ενας τελεστής ε : L →M λέγεται συστολή και ένας τελεστής δ : L →
M λέγεται διαστολή αν οι παρακάτω ιδιότητες ισχύουν για κάθε υποσύνολο X ⊆ L:

ε
(∧

X
)

=
∧

x∈X
ε(x) (5.1.1)

δ
(∨

X
)

=
∨

x∈X
δ(x) (5.1.2)

Τέλος, ο δυϊκός τελεστής του ψ χαρακτηρίζεται από τη σχέση ψ¬(X) , [ψ(X¬)]¬. Στον τροπικό ηµιδακτύλιο,
λοιπόν, βλ. θεώρηµα 1. ΄Ενας increasing τελεστής ψ σε ένα πλήρες πλέγµα L λέγεται residuated αν υπάρχει
increasing τελεστής ψ] τέτοιος ώστε

ψψ] ≤ id ≤ ψ]ψ (5.1.3)

Ο τελεστής ψ] λέγεται residual (υπόλοιπο) [Mar17]. Οι τελεστές ψ και ψ] έρχονται πάντα σε ζευγάρι (ψ,ψ])
που αντιστοιχεί σε dilation και erosion. Το εν λόγω ζευγάρι (ψ,ψ]) ≡ (δ, ε) λέγεται adjunction:

δ(X) ≤ Y ⇔ X ≤ ε(Y ) ∀X,Y ∈ L (5.1.4)

To adjunction (δ, ε) ορίζει δύο προβολές στο πλέγµα:

α2 = α ≤ id ≤ β = β2 (5.1.5)
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Πρόκειται για τους τελεστές opening α και closing β. Ορίζοντας ως x\y = max{a ∈ R : x + a ≤ y}, η
προβολική µετρική Hilbert (Hilbert projective metric) είναι

dH(x,y) = −[(x\y) + (y\x)] (5.1.6)

Για διανύσµατα x ∈ Rn η προβολική µετρική Hilbert λαµβάνει την απλούστερη µορφή του range semimet-
ric[CGQ04; Aki+11; GK06]:

dH(x,y) = max
i

(xi − yi)−min
i

(xi − yi) (5.1.7)

Και το canonical projection του διανύσµατος b στον εαυτό του είναι:

P (b) = A�′ x∗ = A�′ A∗ � b = δ(ε(b)) ≤ b (5.1.8)

5.1.1 Μαθηµατική Μορφολογία σε πολλές µεταβλητές

Η άναλυση έχει περιοριστεί σε ιδέες που αφορούν µία µεταβλητή. Αντίστοιχα, ένα πλήρες lattice στο Rn
ορίζει µία µερική διάταξη της µορφής x = (x1, x2, . . . , xn) 4 (y1, y2, . . . , yn) = y ⇔ xi ≤ yi,∀i ∈ [n].
Στην περίπτωση αυτή, τα infimum και supremum ορίζονται µε όµοιο τρόπο για το υποσύνολο X ⊆ Rn:∧
X = (

∧
X1,

∧
X2, . . . ,

∧
Xn) και

∨
X = (

∨
X1,

∨
X2, . . . ,

∨
Xn) µε Xi = {xi : (x1, x2, . . . , xn) ∈ X}.

Η µερική διάταξη στα βαθµωτά σύνολα είναι καλά ορισµένη και διαισθητικά απλή. Ωστόσο, η επέκτασή της
στο Rn δηµιουργεί προβλήµατα, καθώς ακόµα και ένα στοιχείο i ∈ [n] µε αντίθετη φορά ανίσωσης αρκεί
για την αδυναµία σύγκρισης δύο σηµείων x,y ∈ X. Σε διανυσµατικό πλαίσιο, λοιπόν, ο παραπάνω ορισµός
µερικής διάταξης δεν επιτρέπει τη σύγκριση ανάµεσα στα περισσότερα ζεύγη σηµείων. Κατά συνέπεια, χρειάζεται
µία εναλλακτική µορφή διάταξης. Αυτή δέχεται το χαρακτηρισµό µειωµένη (reduced ordering ή r-ordering).
Αναθέτοντας µία τιµή σε κάθε στοιχείο x ∈ Rn του lattice L είναι πλέον δυνατή η κατασκευή µίας διάταξης.
Με µαθηµατικό φορµαλισµό, µία r-διάταξη που χρησιµοποιεί την απεικόνιση ρ : L →M, µεM πλήρες lattice,
ορίζεται ως:

x 2ρ y⇔ ρ(x) ≤ ρ(y), ∀x,y ∈ L (5.1.9)

Με θεµέλιο λίθο την έννοια της r-διάταξης, ακολουθεί η επέκτασή της στους τελεστές:

Definition 5.1.3: r-Increasing τελεστής

΄Εστω ρ : V → L και σ :W →M δύο επί απεικονίσεις από τα µη κενά σύνολα V,W στα πλήρη lattices
L καιM. Τότε, ένας τελεστής ψ : V → W είναι r-increasing αν x 2ρ y συνεπάγεται ότι ψ(x) ≤σ ψ(y)

5.2 Δίκτυα Maxout

Τα δίκτυα Maxout προτάθηκαν από Goodfellow et al. ως µία µέθοδος που αξιοποιεί τα πλεονεκτήµατα της
τεχνικής Dropout [Goo+13b]. Πρόκειται για ένα feed-forward δίκτυο που χρησιµοποιεί την οµώνυµη συνάρτηση
ενεργοποίησης. Το δίκτυο που προτείνουν οι συγγραφείς παρουσιάζεται στο σχήµα 5.2.1.

Παρατηρούµε ότι τα δίκτυα maxout έχουν δύο κρυφούς κόµβους, h1 και h2, που χαρακτηρίζονται από την
οµώνυµη συνάρτηση ενεργοποίησης (4.2.8). Συνεπώς, οι συναρτήσεις αυτές παράγουν κυρτή έξοδο και η συνο-
λική έξοδος του νευρωνικού y προκύπτει ως η διαφορά αυτών των δύο κυρτών συναρτήσεων. ΄Εστω y2 = h(x) η
έξοδος του νευρώνα h2. Γνωρίζουµε ότι η y2 είναι κυρτή και τµηµατικά-γραµµική και, συνεπώς, η −y2 = −h(x)
είναι κοίλη και τµηµατικά-γραµµική. Με άλλα λόγια, "περνώντας" το −1 στη διέγερση του νευρώνα, λαµβάνουµε
µία διαφορετική οπτική γωνία του νευρωνικού, όπου η εξόδος είναι το άθροισµα ενός κυρτού και ενός κοίλου
όρου, ενός (max,+) και ενός (min,+) όρου. Τα δίκτυα Maxout µπορούν να προσεγγίσουν µε αυθαίρετη
ακρίβεια οποιαδήποτε συνεχή συνάρτηση f .
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Σχήµα 5.2.1: Νευρωνικό δίκτυο Maxout[Goo+13b]
µε την οµώνυµη συνάρτηση ενεργοποίησης 4.2.8

Theorem 5.2.1: [Wan04]

΄Εστω m,n ∈ Z+ υπάρχουν δύο οµάδες (n + 1)-διάστατων διανυσµάτων [W1j , b1j ] και [W2j , b2j ] µε
j ∈ [k] τέτοια ώστε

g(x) = h1(x)− h2(x)

Δηλαδή, οποιαδήποτε PWL συνάρτηση µπορεί να εκφραστεί ως τη διαφορά δύο κυρτών PWL
συναρτήσεων.

Ο Wang µελετά τις τµηµατικά γραµµικές συναρτήσεις από τη σκοπιά της θεωρίας πλεγµάτων. Διαισθητικά,
επιλέγοντας πολύ µικρά intervals, µία τµηµατικά γραµµική συνάρτηση µπορεί να προσεγγίσει πολύ πιστά
οποιαδήποτε συνάρτηση, ακόµα και αν αυτή είναι smooth. Πράγµατι, το παρακάτω θεώρηµα µελετά την
ασυµπτωτική συµπεριφορά της κλάσης των τµηµατικά γραµµικών συναρήσεων, δηλαδή τη δυνατότητά τους
να προσεγγίσουν µία συνάρτηση σε αυθαίρετο βαθµό ακρίβειας.

Theorem 5.2.2: Stone-Weierstrass

Από το θεώρηµα προσέγγισης Stone-Weierstrass, έστω C ⊂ Rn ένα συµπαγές σύνολο, f :→ R µία
συνεχής συνάρτηση και ε > 0 ένας θετικός πραγµατικός αριθµός. Τότε, υπάρχει συνεχής τµηµατικά
γραµµική (PWL) συνάρτηση g = gε τέτοια ώστε ∀x ∈ C : |f(x)− g(x)| < ε.

Από τα θεωρήµατα 1,2 συµπεραίνουµε ότι κάθε συνεχής συνάρτηση f µπορεί να προσεγγιστεί µε αυθαίρετη
ακρίβεια σε ένα συµπαγές πεδίο ορισµού C ⊂ Rn από ένα maxout δίκτυο µε δύο κρυφές µονάδες maxout.

5.3 Πυκνά Μορφολογικά Δίκτυα

Μία σαφής επέκταση των δικτύων Maxout [Goo+13b; CM17] είναι η προσθήκη νευρώνων τόσο σε βάθος όσο
και σε πλάτος. Εξετάζουµε πρώτα την περίπτωση όπου αυξάνεται το πλάτος, δηλαδή το πλήθος των νευρώνων
στο (µοναδικό) κρυφό επίπεδο. Αρχικά, εισάγουµε ορισµένες έννοιες από τη θεωρία πλεγµάτων (lattice theory)
που είναι άρρηκτα συνδεδεµένες µε την τροπική γεωµετρία και τα µορφολογικά δίκτυα. Με τη γνώση αυτή, θα
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µπορούµε να δούµε τα µορφολογικά δίκτυα από µία επιπλέον σκοπιά.

Οι αποκρίσεις ενός νευρώνα που υπολογίζει ένα τροπικό πολυώνυµο αντιστοιχούν σε διαστολή (dilation) στον
(max,+)-ηµιδακτύλιο και σε συστολή (erosion) στον (min,+)−ηµιδακτύλιο. Χρησιµοποιώντας τον κλασικό
συµβολισµό της ΄Ορασης Υπολογιστών:

δ(x) =

n∨

i=1

wi + aixi = w> � xa (5.3.1)

ε(x) =

n∧

i=1

wi + aixi = w> �′ xa (5.3.2)

Δηµιουργώντας πολλά αντίγραφα των νευρώνων διαστολής και συστολής προκύπτει ένα πιο εκφραστικό δίκτυο
µε n νευρώνες διαστολής και m νευρώνες συστολής στο κρυφό επίπεδο [MSC19]. Το εν λόγω νευρωνικό δίκτυο
παρουσιάζεται στο σχήµα 5.3.1.

΄Εστω, λοιπόν, ότι το κρυφό επίπεδο έχει n νευρώνες διαστολής δi(·), i ∈ [n] και m νευρώνες συστολής εj(·), j ∈
[m]. Ακολουθεί ένα πλήρες συνδεδεµένο επίπεδο που αντιστοιχεί σε γραµµικό συνδυασµό. Εποµένως, η έξοδος
για το πρότυπο x είναι:

f(x) =

n∑

i=1

w⊕i δi(x) +

m∑

j=1

w	j εj(x) (5.3.3)

όπου µε w⊕i και w
	
j συµβολίζουµε τα βάρη των σχετικών νευρώνων στο πλήρως συνδεδεµένο επίπεδο.

5.3.1 Σύνορο απόφασης

Εξετάζουµε το σύνορο απόφασης που παράγει η έξοδος του πυκνού µορφολογικού δικτύου (5.3.3). Εισάγουµε
τις έννοιες των αρθρωτικών συναρτήσεων (hinge functions) και των αρθρωτικών υπερεπιπέδων (hinging hyper-
planes) [WS05].

Definition 5.3.1: k-order Hinge function [WS05]

Μία αρθρωτική συνάρτηση βαθµού k αποτελείται από (k + 1) υπερεπίπεδα που συνδέονται συνεχώς µε
τρόπο που να διατηρείται η συνέχεια της συνάρτησης. Ορίζονται ως:

h(k)(x) = ±max{w>1 x + b1, . . . ,w
>
k+1x + bk+1} (5.3.4)

Εποµένως, µία αρθρωτική συνάρτηση αντιστοιχεί σε τροπικά πολυώνυµα µε (k + 1) όρους. Πιο συγκεκριµένα,
το πρόσηµο + στην εξίσωση (5.3.4) αντιστοιχεί σε τροπικό πολυώνυµο υπό την max-plus έννοια. Αντίθετα,
το πρόσηµο − οδηγεί στη min-plus έκδοση, καθώς −max{w>1 x + b1, . . . ,w

>
k+1x + bk+1} = min{−w>1 x −

b1, . . . ,−w>k+1x − bk+1} = min{v>1 x + β1, . . . ,v
>
k+1x + βk+1} για vi = −wi και βi = −bi, i ∈ [k + 1].

Συνεχίζουµε µε το δεύτερο ορισµό:

Definition 5.3.2: d-order hinging hypeplanes (d-HH) [WS05]

΄Ενα αρθρωτικό υπερεπίπεδο βαθµού d ορίζεται ως το άθροισµα πολυβάθµιων αρθρωτικών συναρτήσεων:
∑

i

aih
(ki)(x) (5.3.5)

όπου αi ∈ {−1, 1}, ki ≤ d.

Κατά συνέπεια, το αρθρωτικό υπερεπίπεδο αποτελεί µία γενίκευση των τροπικών πολυωνύµων και του
µαθηµατικού οικοδοµήµατος που ορίζει το δίκτυο Maxout (βλ. σχήµα 5.2.1). Αντιστοιχεί σε άθροισµα
τροπικών πολυωνύµων, τόσο max-plus όσο και min-plus. Από τον ισοµορφισµό φ(x) = −x που συνδέει
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τους ηµιδακτυλίους (Rmax,max,+) και (Rmin,min,+) προκύπτει και η εξήγηση ότι το αρθρωτικό υπερεπίπεδο
αποτελεί τη διαφορά τροπικών πολυωνύµων (είτε min-plus είτε max-plus). Συνεπώς, η συνάρτηση που ορίζει η
εξίσωση (2) είναι µη-κυρτή.

Οι Wang and Sun απέδειξαν το ακόλουθο λήµµα για τα αρθρωτικά υπερεπίπεδα:

Lemma 5.3.3: [WS05, Θεώρηµα 1]

Για κάθε θετικό ακέραιο d και αυθαίρετη συνεχή τµηµατικά γραµµική συνάρτηση f : Rd → R υπάρχει
πεπερασµένο πλήθος, έστω N , θετικών ακεραίων η(k) ≤ d + 1, k ∈ [N ] και αντίστοιχα αi ∈ {−1, 1}
ώστε:

f(x) =

N∑

k=1

aih
(η(k))(x), ∀x ∈ Rd (5.3.6)

΄Αρα, κάθε συνεχής και τµηµατικά γραµµική συνάρτηση d µεταβλητών µπορεί να εκφραστεί ως ένα αρθρωτικό
υπερεπίπεδο βαθµού d. Επιπλέον, παρατηρούµε ότι η συνάρτηση εξόδου του µορφολογικού δικτύου (5.3.3):

f(x) =
n∑
i=1

w⊕i δi(x)+
m∑
j=1

w	j εj(x) αντιστοιχεί σε µία πολυβάθµια αρθρωτική συνάρτηση. Τότε, από το θεώρηµα

προσέγγισης Stone-Weierstrass 2, προκύπτει ότι αρκεί ένα επίπεδο διαστολής-συστολής σε σειρά µε ένα πλήρως
συνδεδεµένο επίπεδο για την προσέγγιση οποιασδήποτε συνεχούς και οµαλής συνάρτησης. Ο βαθµός προσέγ-
γισης, δηλαδή το περιθώριο λάθους, καθορίζεται από το πλήθως των νευρώνων.

Το µορφολογικό δίκτυο του σχήµατος 5.3.1 µαθαίνει τη συνάρτηση (5.3.3), η οποία αντιστοιχεί σε µία συλλογή
πολλών υπερεπιπέδων ενωµένων µαζί. Αυτό σηµαίνει ότι το πλήθος των υπερεπιπέδων που το δίκτυο µαθαίνει µε
l , n+m νευρώνες στο µορφολογικό επίπεδο διαστολής-συστολής είναι πολύ µεγαλύτερο από l. Οι τελεστές
max,min επιλέγουν µόνο µία είσοδο να περάσει από το νευρώνα.

5.3.2 Οµαλοποιηµένα Μορφολογικά Δίκτυα

Οι τελεστές max και min παράγουν τµηµατικά γραµµικές συναρτήσεις. ΄Οπως επισηµάνθηκε στα προηγούµενα
κεφάλαια, τα σηµεία της τροπικής υπερεπιφάνειας, δηλαδή τα σηµεία που το max ή min επιτυγχάνονται πάνω από
µία φορά, δεν είναι διαφορίσιµα. Η παραγωγισιµότητα είναι χρήσιµη στην εκπαίδευση των νευρωνικών δικτύων.
Η σχετική ανάλυση βρίσκεται στην παράγραφο για την οπισθοδιάδοση 4.4. Η σύνηθης λύση έγκειται στη χρήση
υποπαραγώγων (subgradients). Ωστόσο, δύναται και η χρήση οµαλοποιηµένων εκδοχών για τους προαναφερ-
θέντες τελεστές. Η οµαλή έκδοση των µορφολογικών τελεστών διαστολής και συστολής είναι [MSC19]:

δ(β)(x) =
1

β
log

(∑

k

eβ(xk+sk)

)
(5.3.7)

ε(β)(x) = − 1

β
log

(∑

k

eβ(sk−xk)
)

(5.3.8)

Η παράµετρος β καθορίζει τη σκληρότητα του οµαλοποιηµένου τελεστή. Καθώς β → ∞, οι οµαλοποιηµένες
εκδοχές (5.3.7), (5.3.8) συγκλίνουν στις "κανονικές" (5.3.1), (5.3.2). Στο πλαίσιο της τροπικής γεωµετρίας
καθώς και των ταυτοδύναµων µαθηµατικών (idempotent mathematics), η εν λόγω προσέγγιση είναι γνωστή
και έχει µελετηθεί εκτενώς. Στη βιβλιογραφία αναφέρεται ως Maslov Dequantization [Lit07].

Lemma 5.3.4

Για β →∞, εχουµε δβ(x)→ δ(x).

Proof. Θα δείξουµε ότι δ(β)(x) = 1
β log

(∑
k

eβ(xk+sk)
)
→ max{xk + sk} = δ(x) καθώς β → ∞. Χάριν

61



Κεφάλαιο 5. Μορφολογικά νευρωνικά δίκτυα

x1

x2

xi

xn

...

...

δ1

...

δn

ε1

...

εm

y1

y2

yi

yc

...

...

Dilation neurons

Erosion neurons

Dilation-Erosion Layer

Σχήµα 5.3.1: Πυκνό µορφολογικά δίκτυο µε n νευρώνες διαστολής και m νευρώνες
συστολής στο κρυφό επίπεδο.
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ευκολίας, έστω yk = xk + sk. Τότε:

lim
β→∞

δ(β)(x) = lim
β→∞

1

β
log

(∑

k

eβyk

)

= lim
β→∞

log

(∑
k

eβyk
)

β
. DLH

= lim
β→∞

∑
k

yke
βyk

∑
k

eβyk

= lim
β→∞

∑

j

yje
βyj

∑
k

eβyk

= lim
β→∞

∑

j

yj
1 +

∑
k 6=j

eβ(yk−yj)
. divide by eβyj

=
∑

j

lim
β→∞

yj
1 +

∑
k 6=j

eβ(yk−yj)

︸ ︷︷ ︸
Aj

(5.3.9)

όπου µε DLH επισηµειώνεται η χρήση του κανόνα De L′Hôpital. ΄Εστω ότι υπάρχουν K στοιχεία που είναι
ίσα µε το maximum. Διακρίνουµε τις εξής περιπτώσεις για την ποσότητα Aj :

• j 6= j∗ = argmaxk yk. Τότε, υπάρχουν τρία σύνολα I>, I<, I= τέτοια ώστε I> = {i : yi > yj},
I< = {i : yi < yj} και I= = {i : yi = yj}. Προφανώς I> 6= ∅. ΄Αρα,

Aj = lim
β→∞

yj
1 +

∑
k 6=j

eβ(yk−yj)

= lim
β→∞

yj
1 +

∑
k∈I<

eβ(yk−yj) +
∑
k∈I=

eβ(yk−yj) +
∑
k∈I>

eβ(yk−yj)

=
yj

1 +
∑
k∈I<

e−∞ +
∑
k∈I>

e0 +
∑
k∈I>

e∞
= 0

• j = j∗ = argmaxk yk. Τότε, I> = ∅, |I=| = K−1 από την υπόθεση και κάθε όρος yk−yj του εκθετικού
στον παρονοµαστή είναι αρνητικός για k ∈ I<. Τότε:

Aj = lim
β→∞

yj
1 +

∑
k 6=j

eβ(yk−yj)

=
yj

1 +
∑
k∈I=

e0 +
∑
k∈I<

e−∞

=
yj

1 + (K − 1) + 0

=
yj
K

=
ymax

K

Συνεπώς, η ποσότητα Aj είναι µηδενική για κάθε όρο yj που δεν αντιστοιχεί στο µέγιστο ymax και ίση µε
ymax

K για κάθε έναν από τους K όρους που είναι ίσοι µε το µέγιστο. Τότε, από τη σχέση 5.3.9 προκύπτει το
ζητούµενο.
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Τα οµαλοποιηµένα µορφολογικά δίκτυα συνδέονται στενά µε τις αρχιτεκτονικές Log-Sum-Exp [CGP18;
Cal+19]. Αναλυτικότερα, οι Calafiore, Gaubert, and Possieri αποδεικνύουν δυνατότητα καθολικής προσέγ-
γισης κυρτών συναρτήσεων από την κλάση συναρτήσεων Log-Sum-Exp (εν συντοµία LSET ) f : Rn → R:

fT (x) = T log

(
K∑

k=1

b
1/T
k exp

(
〈α(k),x/T 〉

))

µε K ∈ N, bk > 0, α(k) ∈ Rn και η παράµετρος T ∈ R>0
αναφέρεται ως παράµετρος θερµοκρασίας. Είναι

αντίστροφη της παραµέτρου β (5.3.7). Οι συγγραφείς στοχεύουν στην προσέγγιση κυρτών συναρτήσεων µέσω
ενός απλού πρόσθιου νευρωνικού δικτύου µε ένα κρυφό επίπεδο. Επιλέγουν, λοιπόν, κατάλληλες συναρτήσεις
ενεργοποίησης. Οι κρυφοί κόµβοι χαρακτηρίζονται από εκθετική συνάρτηση ενεργοποίησης: φ(x) = exp

(
x
T

)
,

ενώ για την έξοδο ισχύει φ(x) = T log(x). Συνεπώς, η έξοδος του νευρωνικού δικτύου είναι y = T log(x) =

T log

(
K∑
k=1

ak

)
µε ak να σηµειώνεται η έξοδος του k-οστού κόµβου του κρυφού επιπέδου.

Σαφώς, η κλάση LSET συνδέεται στενά µε την κλάση των γενικευµένων posynomials GPOST ορισµένα στην
εξίσωση (3.2.9) συµπεριλαµβάνοντας αντίστοιχη παράµετρο θερµοκρασίας T . Πρόκειται για µία αντιστοιχία
ένα-προς-ένα, σύµφωνα µε [CGP18, Proposition 3]. Αν f(x) ∈ LSET και ψ(z) ∈ GPOST :

exp(f(log(z))) ∈ GPOST
log(ψ(exp(x))) ∈ LSET

5.4 Πυκνά και Βαθιά Μορφολογικά Δίκτυα

Επεκτείνουµε τη λογική των Πυκνών Μορφολογικών Δικτύων της προηγούµενης ενότητας σε περισσότερα
επιπέδα. ΄Ενα παράδειγµα φαίνεται στο σχήµα 5.4.1. Στοιβάζοντας επίπεδα διαστολής-συστολής, προκύπτουν
αποκρίσεις παρόµοιες µε µορφολογικούς τελεστές opening και closing. Πιο συγκεκριµένα, έστω A,B δύο
σύνολα. Ακολουθώντας τις συµβάσεις της ΄Ορασης Υπολογιστών, συµβολίζουµε µε ⊕,	, ◦, • τη διαστολή
(dilation), συστολή (erosion), άνοιγµα (opening) και κλείσιµο (closing). Για σύνολα A,B οι τελεστές ορίζονται
ως:

A ◦B = (A	B)⊕B (5.4.1)
A •B = (A⊕B)	B (5.4.2)

Ο τελεστής opening αντιστοιχεί, λοιπόν, στην εφαρµογή συστολής και, στη συνέχεια, εφαρµογή διαστολής στο
αποτέλεσµα. Χρησιµοποείται το ίδιο κατασκευαστικο στοιχείο, εδώ το σύνολο B, και για τις δύο µορφολογικές
πράξεις. Στο πεδίο της όρασης υπολογιστών, το µορφολογικό άνοιγµα χρησιµοποείται για αποθορυβοποίηση,
καθώς αποµακρύνει µικρά αντικείµενα διατηρώντας το σχήµα και το µέγεθος µεγαλύτερων. Ενώνει µικρές
σχισµές και έχει παρόµοια επίδραση µε τη συστολή, αν και σε µικρότερο βαθµό, καθώς αφαιρεί ορισµένα pixels
από τις ακµές αντικειµένων στο προσκήνιο.

Το µορφολογικό κλείσιµο εκτελεί τις πράξεις της διαστολής και συστολής µε αντίστροφη σειρά από το άνοιγµα.
Συνεπώς, είναι χρήσιµο για να γεµίζει τρύπες, διατηρώντας το σχήµα των αντικειµένων. Ενώνει µικρές φωτεινές
περιοχές και αφαιρεί µικρά σκοτεινά σηµεία. Η επέκταση των πυκνών µορφολογικών δικτύων σε βαθύτερες
αρχιτεκτονικές µπορεί να γίνει µε δύο τρόπους: µε ή χωρίς επανάληψη του πλήρως συνδεδεµένου επιπέδου.
Αναλυτικότερα, γίνεται να χρησιµοποιήσουµε πολλά µορφολογικά επίπεδα (διάφορων µεγεθών) σε σειρά και να
ολοκληρώσουµε το µοντέλο µε ένα πλήρως συνδεδεµένο επίπεδο. Διαφορετικά, µπορούµε να θεωρήσουµε το
µορφολογικό επίπεδο µαζί µε το πλήρως συνδεδεµένο ως µία µονάδα και το δίκτυο να αποτελείται από πολλές
τέτοιες µονάδες εν σειρά.

5.5 Μονοτονικά Δίκτυα

5.5.1 Μέθοδοι επιβολής ιδιότητας µονοτονίας
Ο τοµέας της Μηχανικής Μάθησης άνθισε ιδιαίτερα από τις βαθιές αρχιτεκτονικές (Deep Learning). Πρωτο-
γενής ανάπτυξη της πειραµατικής έρευνας συνόδευσε καινοτοµίες στη βιοµηχανία. Ωστόσο, τα βαθιά µοντέλα
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Σχήµα 5.4.1: Πυκνό µορφολογικά δίκτυο µε δύο επίπεδα διαστολής-συστολής.
Διατάσσοντας σε σειρά µορφολογικούς νευρώνες διαστολής και συστολής προκύπτουν

αποκρίσεις παρόµοιες µε άνοιγµα (opening) και κλείσιµο (closing).
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χαρακτηρίζονται από ορισµένα µείζονα προβλήµατα: αφενός απαιτείται πολύς χρόνος για την εκπαίδευσή τους
και αφετέρου χρησιµοποιούνται ως µαύρα κουτιά µε αποτέλεσµα η συµπεριφορά τους σε άγνωστα δείγµατα να
είναι απρόβλεπτη.

Τα τελευταία χρόνια, αναδύεται µία νέα τάση που φέρει τον τίτλο interpretability (ερµηνευσιµότητα). Η προσπά-
θεια εντοπίζεται στην κατασκευή µοντέλων που προσφέρουν διαφάνεια στους χρήστες και διαίσθηση στους
ερευνητές. Αυτό είναι ιδαίτερα σηµαντικό πλέον, καθώς τα συστήµατα µηχανικής µάθησης είναι πανταχού
παρόντα και η χρήση τους δεν περιορίζεται σε ειδήµονες. ΄Ενα σηµαντικό χαρακτηριριστικό ερµηνευσιµότητας
είναι η µονοτονία της εξόδου ως προς (ορισµένα) χαρακτηριστικά της εισόδου [Gup+16]. Αυτός ο περιορισµός
συνεπάγεται ότι η αύξηση ενός στοιχείου xi της εισόδου x δεν µπορεί να οδηγήσει σε µείωση της εξόδου y.

΄Εστω, για παράδειγµα, ότι στόχος είναι η εκτίµηση της τιµής ενός αυτοκινήτου και ένα από τα χαρακτηριστικά
είναι ο αριθµός των χιλιοµέτρων που έχει διανύσει. Διατηρώντας τα υπόλοιπα χαρακτηριστικά αναλλοίωτα,
αναµένουµε ότι η αύξηση των χιλιοµέτρων να οδηγήσει σε µείωση της τιµής, λόγω φθοράς. Ωστόσο, ένα
µοντέλο εκπαιδευµένο µε θορυβώδη δείγµατα ενδέχεται να µη συµµορφωθεί στην πρότερη γνώση. ΄Ενα πιθανό
σενάριο είναι η έλλειψη πολλών δεδοµένων µε αποτέλεσµα ένας αλγόριθµος όπως η Στοχαστική Κατάβαση
Κλίσεων να παράξει µία επιφάνεια που να µην υπακούει αυτό το διαισθητικό κανόνα σε ένα υποσύνολο του
πεδίου ορισµού.

Στην παράγραφο αυτή, λοιπόν, αντιµετωπίζουµε το πρόβληµα της µονότονης παλινδρόµησης από τη σκοπιά
της µηχανικής µάθησης. Σε γενικότερο πλαίσιο, το πρόβληµα έχει λάβει την ονοµασία ισότονη παλινδρόµηση
(isotonic regression) [BC90] και η επίλυση βασίζεται στον επαναπροσδιορισµό των ετικετών για τα δείγµατα µε
τιµές κοντά στη µονότονη επιφάνεια. Η διατύπωση του προβλήµατος στο R είναι η εξής:

minimize
∑

i

wi(yi − ŷi)2

subject to ŷi < ŷj xi < xj

όπου µε ŷi συµβολίζεται η εκτιµώµεµενη τιµή, δηλαδή η έξοδος του προβλήµατος και µε xi, yi σηµειώνονται
η τετµηµένη και η τεταγµένη (πραγµατική έξοδος) του δείγµατος i, αντίστοιχα. Η προκύπτουσα συνάρτηση
είναι τµηµατικά σταθερή. Το πρόβληµα επιλύεται σε O(n) χρόνο αν τα δεδοµένα υπακούν κάποια ολική διάταξη.
Ωστόσο, στη γενικότερη περίπτωση που συναντάται σε προβλήµατα µάθησης, αναζητείται µερική διάταξη των
δεδοµένων και το πρόβληµα τετραγωνικού προγραµµατισµού που ορίζει η ισότονη παλινδρόµηση επιλύεται µε
πολυπλοκότητα O(n4).

5.5.2 Μονοτονία µέσω Μορφολογικών Δικτύων
Η επιβολή αυτής της συνθήκης µπορεί να πραγµατοποιηθεί µέσω όρων κανονικοποίησης (regularization) που
"τιµωρούν" τιµές που δεν την ικανοποιούν. Αυτές οι µέθοδοι είναι υπολογιστικά ακριβές και απαιτούν τη
βελτιστοποίηση επιπρόσθετων (υπερ)παραµέτρων. Μία εναλλακτική προσέγγιση είναι η σχεδίαση της αρχιτεκ-
τονικής του µοντέλου ώστε να επιβάλλει την πρότερη γνώση δίχως το επιπλέον υπολογιστικό βάρος. Αυτό το
µονοπάτι ακολούθησαν οι Archer and Wang και όρισαν ένα νευρωνικό δίκτυο για προβλήµατα δυαδικής ταξ-
ινόµησης που εγγυάται µονοτονία [AW93]. Ο αλγόριθµός τους µειώνει τα βάρη των δειγµάτων µε παραγώγους
που παραβιάζουν τη συνθήκη της µονοτονίας, ώστε να παράξει ένα δίκτυο µε θετικά βάρη. ΄Αλλοι µελετητές
πρότειναν την επιβολή θετικών βαρών σε δίκτυο ενός κρυφού επιπέδου που συµπληρώνεται από µία σιγµοειδή (ή
αλλο µονότονο και µη γραµµικό µετασχηµατισµό) στην έξοδο. Ωστόσο, οι Daniels and Velikova απέδειξαν ότι
αυτή η λογική απαιτεί K κρυφά επίπεδα ώστε να επιτύχει προσέγγιση µίας K-διάστατης µονότονης συνάρτησης
σε αυθαίρετο βαθµό ακριβείας [DV10], γεγονός που καθιστά τη µέθοδο αυτή απαγορευτική.

Μία εναλλακτική προσέγγιση είναι η σχεδίαση αρχιτεκτονικών που εγγυώνται τη συνθήκη της µονοτονίας, Ο
Sill προτείνει µία απλή αρχιτεκτονική µε min και max συναρτήσεις ενεργοποίησης. Το µοντέλο φαίνεται στο
σχήµα 5.5.1 και ένα παράδειγµα καµπύλης εξόδου στο 5.5.2 για το ίδιο µοντέλο στην περίπτωση µονοδιάσταστης
εισόδου. Εφόσον τα βάρη ανάµεσα στο επίπεδο εισόδου και στο κρυφό είναι θετικά, η έξοδος είναι µονότονη.
Η επιβολή θετικών βαρών µπορεί να επιτευχθεί µε διάφορους τρόπους. Ο Sill προτείνει τη χρήση εκθετικού
µετασχηµατισµού. ΄Εστω πως η µονοτονία είναι επιθυµητή για τη µεταβλητή εισόδου i και ∀j, k τα βάρη που
αντιστοιχούν στην είσοδο υπολογίζονται ως εξής wj,ki = ez

(j,k)
i . Βελτιστοποιώντας τη µεταβλητή z(j,k)i , τα βάρη
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παραµένουν θετικά. ΄Αλλες επιλογές περιλαµβάνουν τις συναρτήσεις ενεργοποίησης της σχετικής παραγράφου
4.2. Αναλυτικότερα, δύναται η χρήση της ReLU (4.2.5) ή της οµαλής της προσέγγισης Softplus (4.2.7). Ωστόσο,
η επιλογή της ReLU δε συνίσταται, καθώς δεν αξιοποιεί την πληροφορία για αρνητικές τιµές και απαιτείται η
χρήση υποπαραγώγων, δυσχεραίνοντας τη σύγκλιση. Απλές επιλογές θετικών συναρτήσεων, όπως z 7→ z2,
προτιµώνται. Ο Sill ορίζει ως ενεργή (active) την οµάδα gl που καθορίζει την έξοδο του µοντέλου:

l = argmin
k
gk(x) (5.5.1)

Οι µονάδες max αντιστοιχούν σε οµάδες (groups). Ο τελεστής max επιτρέπει την προσέγγιση κυρτών επι-
φανειών εντός κάθε οµάδας, ενώ ο τελεστής min στις οµάδες επιτρέπει την προσέγγιση κοίλων περιοχών της
συνάρτησης που προσπαθούµε να προσεγγίσουµε. Ο Sill προτείνει µία ιδιαίτερη παραλλαγή της Στοχαστικής
Κατάβασης Κλίσεων, όπου τα δείγµατα που σχετίζονται µε ένα ενεργό υπερεπίπεδο εξετάζονται σε κάθε επανάλ-
ηψη (αντί να έρχονται µε τυχαία σειρά). ΄Εστω, λοιπόν, ότι δίκτυο αποτελείται απόK οµάδες (max όρους δηλαδή),
καθεµία από τις οποίες αποτελείται από J αφφινικούς όρους που ορίζονται από το διάνυσµα βαρών wk,j και τον

όρο πόλωσης bk,j . Τότε, η έξοδος του δικτύου είναι:

y = f(x) = min
k∈[K]

max
j∈[J]
{w>k,jx + bk,j} (5.5.2)

Αξίζει να εντρυφήσουµε στη διαµόρφωση του αλγορίθµου οπισθοδιάδοσης για το µορφολογικο µοντέλο του
Sill. Οι τελεστές min,max δεν είναι παραγωγίσιµοι σε όλο το πεδίο ορισµού. Χάριν ευκολίας, χρησιµοποιούµε
το γνωστό συµβολισµό ε για τον κόµβο min και δi για τον i-οστό όρο max, i ∈ [K]. Για το πρόβληµα
παλινδρόµησης χρησιµοποιούµε ως µετρική κόστους J το µεσοτετραγωνικό σφάλµα. ΄Εστω f : Rn → R η
έξοδος του δικτύου για δείγµατα xi ∈ Rn και επιθυµητή έξοδο yi ∈ R. Με γνώµονα το σχήµα 5.5.1 και από
τον κανόνα της αλυσίδας έχουµε:

∂J

∂ε
=
∑

i

∂J

∂f(xi)
· ∂f(xi)

∂ε

=
∑

i

(f(xi)− yi) · 1 =
∑

i

(f(xi)− yi) (5.5.3)

∂J

∂δk
=
∑

i

∂J

∂f(xi)
· ∂f(xi)

∂ε
· ∂ε
∂δk

=
∑

i

(f(xi)− yi) ·
∂ε

∂δk
(5.5.4)

∂ε

∂δk
=

{
1 argmaxh{δh} = k

0 αλλιώς
(5.5.5)

∂J

∂wk,j
=
∑

i

∂J

∂f(xi)
· ∂f(xi)

∂ε
· ∂ε
∂δk
· ∂δk
∂wk,j

=
∑

i

(f(xi)− yi) ·
∂ε

∂δk
· ∂δk
∂wk,j

(5.5.6)

∂δk
∂wk,j

=

{
x argmaxh{w>k,hx} = j

0 αλλιώς
(5.5.7)

Χάριν ευκολίας, χρησιµοποιείται το επαυξηµένο διάνυσµα βαρών wk,j . Από τις εξισώσεις (5.5.5) και (5.5.7)
συµπεραίνουµε ότι ο αλγόριθµος οπισθοδιάδοσης για το µεµονωµένο δείγµα xi ενηµερώνει τα βάρη µόνο της
ενεργούς οµάδας. Για το λόγο αυτό, προτείνεται ο ιδιαίτερος τρόπος εκµάθησης που αναφέρεται παραπάνω.

΄Ενας πρόγονος του δικτύου του Sill είναι η µελέτη των Yang and Maragos [YM95], οι οποίοι εισήγαγαν τους
min-max ταξινοµητές και τους µελέτησαν ως µία γενίκευση Boolean συναρτήσεων στο πλαίσιο της Θεωρίας
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Πλεγµάτων. ΄Ενας απόγονος του δικτύου του Sill είναι η µελέτη των [VDF06], όπου επεκτείνεται το µοντέλο
και σε µερικώς µονότονες συναρτήσεις. Οι εν λόγω συναρτήσεις είναι µονότονες µόνο ως προς ορισµένα
χαρακτηριστικά της εισόδου.

Προτού συνεχίσουµε στην τροπική ανάλυση της αρχιτεκτονικής του Sill, αξίζει να σηµειωθούν δύο εναλλακτικές
προσεγγίσεις. H πρώτη εντοπίζεται στη µονότονη παλινδρόµηση µέσω lattices [Gup+16]. Στο πλαίσιο αυτό,
ο όρος είναι διαφορετικός από την προηγούµενη χρήση του. Χρησιµοποιούµε τον αγγλικό όρο, αντί για τον
ελληνικό (πλέγµα), για αποφυγή παρανόησης. Πρόκειται για πίνακες που περιέχουν τις τιµές της συνάρτησης
και οι ενδιάµεσες τιµές προκύπτουν µε παρεµβολή. ΄Ενα κλασικό παράδειγµα είναι οι πίνακες (look-up tables)
µε τιµές της κανονική κατανοµής N (0, 1) που συναντώνται στο τέλος βιβλίων µε θέµα την εισαγωγή στις
πιθανότητες και τη στατιστική. Καθώς οι τιµές που περιέχουν είναι διακριτές, ο υπολογισµός της τιµής της
συνάρτησης συνάρτησης πυκνότητας πιθανότητας (σ.π.π.) πραγµατοποείται µε παρεµβολή. Η ιδέα αυτή ξεκίνησε
µε παλινδρόµηση χωρίς περιορισµούς στα lattices [GG09], όπου χρησιµοποιούνται αλγόριθµοι Empirical Risk
Minimization (ERM) για την προσέγγιση συναρτήσεων από δείγµατα εκπαίδευσης. Στη συνέχεια, επέκτειναν
αυτή την ιδέα σε προβλήµατα µε περιορισµούς, όπως µονοτονία ή κυρτότητα [Gup+16; Gup+18] και σε τεχνικές
όπως νευρωνικά δίκτυα και βαθιά µηχανική µάθηση µέσω Deep Lattice Networks [You+17; Mil+16].

Τέλος, µία πρόσφατη εξέλιξη αφορά την προσέγγιση συνεχών κατανοµών πιθανότητας, όπου η αθροιστική
συνάρτηση κατανοµής (Α.Σ.Κ.) είναι εξ ορισµού µονότονη. ΟιWehenkel and Louppe χρησιµοποιούν µονότονα
νευρωνικά δίκτυα µε στόχο τον ορισµό αντιστρέψιµων µεταχηµατισµών. Σηµειώνουν ότι οι αρχιτεκτονικές που
επιβάλλουν θετικά βάρη ή/και συναρτήσεις ενεργοποίησης επιτυγχάνουν µονοτονία αλλά πληρώνουν το τίµηµα
σε περιορισµένη εκφραστικότητα. Για το λόγο αυτό προτείνουν ένα νευρωνικό δίκτυο µε µοναδικό περιορισµό
τη θετική έξοδο [WL19]. Επιλέγουν συνάρτηση ενεργοποίησης το Exponential Linear Unit αυξηµένο κατά 1:

ELU(x) =

{
x x > 0

α(ex − 1) x ≤ 0
(5.5.8)

Στο πλαίσιο των αντιστρέψιµων µετασχηµατισµών, εξετάζουµε τη συµπεριφορά του δικτύου του Sill. ΄Εστω το
πρόσθιο πέρασµα για µία µεταβλητή y = f(x) , min

k∈[K]
max
j∈[J]
{wk,jx+bk,j}. Τότε, ο αντίστροφος µετασχηµατισµός

έχει τον εξής κλειστό τύπο:

x = f−1(y) = max
k∈[K]

min
j∈[J]
{w−1k,j(y − bk,j)} (5.5.9)

Συνεπώς, ο πρόσθιος µετασχηµατισµός αντιστοιχεί σε closing, ενώ ο αντίστροφος σχηµατίζει το adjunction,
ένα opening. Στις γενικότερες κατανοµές που µελετώνται στο [WL19], η εύρεση κλειστού τύπου δεν αποτελεί
βιώσιµη λύση. Ωστόσο, η συνάρτηση εξόδου F αντιστοιχεί σε Αθροιστική Συνάρτηση Κατανοµής µε θετική
συνάρτηση πυκνότητας πιθανότητας f . ΄Αρα, η F είναι αυστηρά µονότονη και δέχεται µοναδικό αντίστροφο
σηµείο για κάθε x του πεδίου ορισµού. Η αντιστροφή µπορεί να υπολογιστεί µε απλούς αλγορίθµους εύρεσης
ρίζας, όπως η µέθοδος διχοτόµησης, χάρη στην ιδιαίτερη µορφή της καµπύλης που εγγυάται µοναδική λύση.

5.5.3 Τροπική ανάλυση Μονοτονικών Δικτύων

Η ανάλυση των monotonic networks διευκολύνεται από τη χρήση τροπικών µαθηµατικών. Παρατηρούµε ότι
οι κόµβοι που χρησιµοποιούν ως συνάρτηση ενεργοποίησης τη Maxout αντιστοιχούν σε τροπικά πολυώνυµα.
Χρησιµοποιώντας το πολύτοπο Newton (βλ. 4) µπορούµε να αποφανθούµε για το πλήθος των γραµµικών
περιοχών κάθε κόµβου. Παράλληλα, δύναται η απλοποίηση του πολυωνύµου µέσω της αφαίρεσης όρων που δεν
συµβάλλουν στην τελική έκφραση της συνάρτησης εξόδου του κόµβου (βλ. παράδειγµα 5).

Εκτός από τη τροπική σκοπιά, παρόµοιες αρχιτεκτονικές έχουν προταθεί στον κόσµο των πλεγµάτων (lat-
tice theory). Αναλυτικότερα, οι Tarela, Alonso, and Martinez πρότειναν ένα πρώιµο νευρωνικό δίκτυο που
βασίζεται σε πλεγµατικά πολυώνυµα (lattice polynomials) [TAM90] και έχει µορφή παρόµοια µε αυτή των min-
max δικτύων του Sill [Sil98] (βλ. σχήµα 5.5.1). Ωστόσο, αίρουν την απαίτηση αποκλειστικά θετικών βαρών
και, εποµένως, µονότονων επιφανειών και µελετούν πιο γενικά µοντέλα. Επιπλέον, στο δίκτυό τους, Boolean
µεταβλητές καθορίζουν τη σύνδεση των κόµβων ανάµεσα στα διάφορα επίπεδα. Αντίθετα, ο Sill αναθέτει µέσω
αρχιτεκτονικής σε κάθε max κόµβο µεµονωµένα βάρη wi.
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Σχήµα 5.5.1: Monotonic Neural Network [Sil98]
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Σχήµα 5.5.2: Η επιφάνεια που δηµιουργείται από 3 groups. Παρατηρούµε ότι κάθε group είναι αντιστοιχεί σε
ένα κυρτό τµήµα της καµπύλης και το σύνολο τους οδηγεί σε µία µη-κυρτή, µονότονη καµπύλη.

Επιπρόσθετα, σε επόµενη δουλειά τους [TM99] οι συγγραφείς προτείνουν κλάσεις διαµερίσεων του χώρου
σύµφωνα µε τις τοµές των γραµµικών (τοπικών) συναρτήσεων που απαρτίζουν τη συνολική συνάρτηση. ΄Εστω,
λοιπόν, η τµηµατικά γραµµική συνάρτηση f : D ⊂ Rn → R. Ονοµάζουµε όψη (face) κάθε n-διάστατο
συνδεδµένο τµήµα γραµµικού στοιχείου της f και ακµή (edge) κάθε (n − 1)-διάστατο τµήµα ενός ορατού
συνόρου δύο γραµµικών στοιχείων. Μελετούν 3 κατηγορίες περιοχών:

1. ΄Εστω ότι η συνάρτηση f αποτελείται από L διακριτές τοπικές συναρτήσεις fl. Τότε η περιοχή

προβολής Ωi απορρέει από την προβολή στο πεδίο ορισµού D κάθε όψης της f που χαρακτηρίζεται
από την ίδια τοπική συνάρτηση.

2. Μία περιοχή συνόρου φj είναι µία περιοχή της διαµέρισης του πεδίου ορισµού που παράγεται από τη
διαµόρφωση του συνόρου ορατών συνόρων {φλ}.

3. Μία περιοχή µοναδιαίας τάξης (unique-order) Ξk είναι µία περιοχή της διαµέρισης του πεδίου
ορισµού που παράγεται από τη διαµόρφωση του συνόρου ορατών συνόρων {φλv} και κρυφών συνόρων
{φλh}: {φλv} ∪ {φλh}.

Διαγράφεται µία ιεραρχία, καθώς οι περιοχές προβολών σχηµατίζονται από την ένωση περιοχών συνόρων, οι
οποίες σχηµατίζονται από την ένωση περιοχών µοναδιαίας τάξης. Οι περιοχές προβολών αντιστοιχούν σε πε-
ριοχές όπου το τροπικό πολυώνυµο έχει µοναδική έκφραση: µία γραµµική συνάρτηση. Οι περιοχές προβολών
ορίζουν διακριτές εκφράσεις της συνάρτησης. Εφόσον, η τελική συνάρτηση ενδέχεται να είναι µη-κυρτή, οι περι-
οχές προβολών µπορεί να είναι µη-κυρτές και µη-συνδεδεµένες. Αντιθέτως, οι περιοχές συνόρων και µοναδιαίας
τάξης είναι πάντοτε κυρτές και συνδεδεµένες.

Η συγκεκριµένη διαµέριση του χώρου µελετάται στο πλαίσιο της κλάσης των συνεχών και τµηµατικά γραµµικών
συναρτήσεων, η οποία είναι υπερσύνολο των τροπικών καµπύλων. Αυτό συµβαίνει διότι οι τροπικές συναρτήσεις
χαρακτηρίζονται από την ιδιότητα της κυρτότητας. Στην περίπτωση αυτή, το σύνολο των περιοχών προβολών
είναι συνδεδεµένο και τα σύνορα τους σχηµατίζουν την τροπική υπερεπιφάνεια.

5.6 Εκπαίδευση Μορφολογικών Δικτύων µε µεθόδους
Βελτιστοποίησης

5.6.1 Θεωρητικό Υπόβαθρο

Στο προηγούµενο κεφάλαιο παρουσιάστηκαν ο αλγόριθµος της οπισθοδιάδοσης (βλ. ενότητα 4.4) και οι
αλγόριθµοι βελτιστοποίησης του βήµατος ενηµέρωσης των βαρών (βλ. ενότητα 4.5). Στις περιπτώσεις

αυτές, η διαδικασία εκµάθησης των προτύπων είναι στοχαστική και δεν παρέχει εγγυήσεις βελτιστότητας του
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αποτελέσµατος, καθώς το πρόβληµα είναι µη-γραµµικό και µη-κυρτό. Ωστόσο, υπάρχουν περιπτώσεις ταξ-
ινοµητών που η ανάθεση βαρών στις µεταβλητές µπορεί να πραγµατοποιηθεί εξετάζοντας το πρόβληµα υπό τη
σκοπιά της βελτιστοποίησης. Χαρακτηριστικό παράδειγµα αποτελούν οι Μηχανές Διανυσµάτων Υποστήριξης
ή, αλλιώς, Support Vector Machines (SVMs). Τα SVMs αποτελούσαν την κατ’εξοχήν επιλογή σε προβλήµατα
΄Ορασης Υπολογιστών πριν την άνθηση των Νευρωνικών Δικτύων και, ιδιαίτερα, των βαθιών αρχιτεκτονικών.
Η διατύπωσή τους αντιστοιχεί σε πρόβληµα κυρτής βελτιστοποίησης.

΄Εστω, λοιπόν, δύο κλάσεις C0 και C1, που είναι γραµµικά διαχωρίσιµες. Ο αλγόριθµος διανυσµάτων υποστήριξης
αναζητά ένα διάνυσµα βαρών w και όρο πόλωσης b που να διαχωρίζει τα πρότυπα των δύο κλάσεων. Εφόσον
τα εν λόγω πρότυπα είναι γραµµικά διαχωρίσιµα, υπάρχουν κατάλληλα w, b. Αναθέτοντας τις τιµές −1,+1 στις
κλάσεις C0, C1, o ταξινοµητής για το πρότυπο xi είναι:

f(x) = w>xi + b

{
≥ +1 yi = +1

< −1 yi = −1
(5.6.1)

και ο ταξινοµητής φ προκύπτει από την εφαρµογή της συνάρτησης προσήµου φ(x) = sgn(f(x)). Τότε, το
πρόβληµα για τη γραµµικά διαχωρίσιµη περίπτωση µε N πρότυπα λαµβάνει την ακόλουθη µορφή:

minimize ‖w‖22
subject to yi(w

>xi + b) ≥ 1 i ∈ [N ]
(5.6.2)

Η παραπάνω διατύπωση, ωστόσο, δεν συµπεριλαµβάνει την περίπτωση µη-γραµµικά διαχωρίσιµων προτύπων
που είναι σαφώς πιο γενική και εµφανίζεται σε πραγµατικά δεδοµένα. Ωστόσο, µε µία µικρή τροποποίηση,
δύναται η επίλυση και αυτού του πιο γενικού προβλήµατος. ΄Εστω οι βοηθητικές µεταβλητές (slack variables)
ξi ≥ 0, i ∈ [N ]. Επιτρέπουµε την παραβίαση της συνθήκης για το πρότυπο i το πολύ κατά ξi. Συνεπώς, η
συνθήκη του προβλήµατος (5.6.2) γίνεται yi(w>xi + b) ≥ 1 − ξi. ΄Οσο µεγαλύτερο το ξi τόσο περισσότερο
παραβιάζεται η αρχική συνθήκη. Εποµένως, για την αποφυγή παθολογικών περιπτώσεων όπου επιλέγονται
οι βοηθητικές µεταβλητές µε τρόπο τέτοιο ώστε να ικανοποιούνται οι νέες συνθήκες αλλά ο ταξινοµητής να
µη γενικεύει σε test δεδοµένα, πρέπει να ορίσουµε κάποια ποινή που να µην επιτρέπει υψηλές τιµές για τα
ξi. Χρησιµοποιείται το άθροισµα των slack variables και ο ταξινοµητής διανυσµάτων υποστήριξης για τη µη-
διαχωρίσιµη περίπτωση λαµβάνει την ακόλουθη µορφή:

minimize ‖w‖22 + C

N∑

i=1

ξi

subject to yi(w
>xi + b) ≥ 1− ξi i ∈ [N ],

ξi ≥ 0 i ∈ [N ]

(5.6.3)

Με τη βοήθεια του hinge loss, το παραπάνω πρόβληµα βελτιστοποίησης µπορεί να εκφραστεί και ως πρόβληµα
χωρίς περιορισµούς ως:

minimize ‖w‖22 +
C

N

N∑

i=1

max{0, 1− yi(w>xi + b)︸ ︷︷ ︸
≤ξi

} (5.6.4)

Στην ενότητα αυτή, λοιπόν, αντλείται έµπνευση από τις παραπάνω ιδέες και εξετάζεται µία µέθοδος εκπαίδευσης
Μορφολογικών δικτύων ριζωµένη στη θεωρία της Βελτιστοποίησης και, πιο συγκεκριµένα, στη διαδικασία
Convex-Concave. Η µέθοδος αυτή προτάθηκε από τους Charisopoulos and Maragos [CM17] και µία επέκ-
ταση παρουσιάστηκε πρόσφατα στο [Val20].

Εστιάζουµε στην περίπτωση του απλού µορφολογικού δικτύου που απεικονίζεται στο σχήµα 5.3.1 µε ένα νευρώνα
διαστολής, ένα νευρώνα συστολής και ένα νευρώνα εξόδου. Συνεπώς, n = m = c = 1. Η έξοδος y προκύπτει ως
κυρτός συνδυασµός των εξόδων του κρυφού επιπέδου: διαστολή δw και συστολή εm όπου µεw,m συµβολίζουµε
τις παραµέτρους των τροπικών perceptrons (βλ. (5.3.1), (5.3.2)). ΄Εστω το σύνολο δεδοµένων D = {(xi, yi) ∈
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Rn × {−1,+1} : i ∈ [N ]}, το οποίο διαχωρίζεται στα θετικά πρότυπα C0 και στα αρνητικά C1. Τότε, η ανάθεση
βαρών στο τροπικό max-min perceptron γίνεται µέσω της επίλυσης του προβλήµατος:

minimize

N∑

i=1

vi max{0, ξi}

subject to λδw(xi) + (1− λ)εm(xi) ≥ −ξi ∀xi ∈ C0,
λδw(xi) + (1− λ)εm(xi) ≤ +ξi ∀xi ∈ C1,

λ ∈ (0, 1)

(5.6.5)

Οι παράµετροι vi αντιστοιχίζουν βάρη στα πρότυπα [CM17]. Αναλυτικότερα, οι Charisopoulos and Maragos
προτείνουν µία ευριστική µέθοδο για την ανάθεση των βαρών vi. Χάριν ευκολίας, χρησιµοποιούµε τους µετρητές
i και k για πρότυπα και κλάσεις αντίστοιχα. Τότε, το δειγµατικό κέντρο της κάθε κλάσης είναι:

µk =
1

|Ck|
∑

i∈Ck
xi

Στη συνέχεια, ορίζουν τον όρο θi που αντιστοιχεί στον αντίστροφο της απόστασης του προτύπου i από το
δειγµατικό του κέντρο:

θi =
1

‖xi − µk‖
Τότε, τα βάρη vi προκύπτουν κατόπιν κλιµάκωσης:

vi =
θi

maxj:j∈Ck θj

Μία ελαφρώς εναλλακτική προσέγγιση προτείνεται στο [Val20]. Ακολουθείται µία άπληστη (greedy) λογική που
βασίζεται στην εύρεση των βαρών του κάθε perceptron ξεχωριστά, αρχικά για τον όρο διαστολής και µετά για
τον όρο συστολής. Στη συνέχεια, ακολουθεί ο υπολογισµός της παραµέτρου λ. Η προσέγγιση αυτή επιτρέπει
και τη χρήση όρου κανονικοποίησης. Για συνάρτηση απόφασης fu το πρόβληµα είναι:

minimize

N∑

i=1

vi max{0, ξi}+ C‖u− r‖1

subject to fu(x) ≥ −ξi ∀xi ∈ C0,
fu(x) ≤ +ξi ∀xi ∈ C1

(5.6.6)

οπου r µία µεταβλητή αναφοράς για το διάνυσµα βαρών u. Συνεπώς, το πρόβληµα (5.6.6) επιλύεται δύο φορές:

• fu = δw και µεταβλητή αναφοράς r = −∧ C0
• fu = εm και µεταβλητή αναφοράς r = −∨ C1

Αυτές οι επιλογές µεταβλητών αναφοράς επιτρέπουν στο perceptron να ταξινοµήσει σωστά το µέγιστο δυνατό
αριθµό θετικών και αρνητικών προτύπων από τους νευρώνες συστολής και διαστολής, αντίστοιχα. Εφόσον
υπολογιστούν τα συναπτικά βάρη των perceptrons, η παράµετρος λ καθορίζεται µέσω της ελαχιστοποίησης του
µέσου hinge loss:

λ∗ = argmin0≤λ≤1

N∑

i=1

max{0,−yi [λδw(xi) + (1− λ)εm(xi)]} (5.6.7)

Η παράµετρος λ ελέγχει την ισορροπία µεταξύ των µορφολογικών perceptrons διαστολής και συστολής, οι
οποίοι επικεντρώνονται στα δεδοµένα της αρνητικής και της θετικής κλάσης αντίστοιχα.
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5.6.2 Πειράµατα Εκπαίδευσης µε Convex-Concave Procedure
Εξετάζεται η µέθοδος στο σύνολο δεδοµένων Double Moons από το βιβλίο του Haykin [Hay09, § 1.5]. Πρόκειται
για δύο διεφθαρµένα µε θόρυβο ηµικύκλια, καθένα από τα οποία αντιστοιχεί σε µία κλάση. Επιλύοντας τα
προβλήµατα βελτιστοποίησης που περιγράφονται παραπάνω, λαµβάνουµε τα ακόλουθα αποτελέσµατα: m =[
2.19 0.34

]
,w =

[
−1.20, 0.25

]
. Κατόπιν, υπολογίζεται το βέλτιστο λ από την εξίσωση (5.6.7) και προκύπτει

η τιµή λ∗ = 1. Συνεπώς, ο βέλτιστος ταξινοµητής συµπίπτει µε νευρώνα διαστολής. Το αποτέλεσµα φαίνεται
στο σχήµα 5.6.1. Το ποσοστό επιτυχίας είναι 84%.

Επαναλαµβάνουµε το πείραµα µε µία διαισθητικά ανούσια αλλά µαθηµατικά κρίσιµη αλλαγή: αντιστρέφουµε
τις ετικέτες. Η κοινή λογική υπαγορεύει ότι αυτό δεν θα επηρεάσει το µοντέλο. Ωστόσο, η επίδραση είναι
καταστροφική. Το προκύπτον σύνορο απόφασης απεικονίζεται στο σχήµα 5.6.1b, όπου το ποσοστό επιτυχίας
είναι µόλις 67%.
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Σχήµα 5.6.1: Ταξινόµηση στο τεχνητό πρόβληµα Double Moons

Αυτό συµβαίνει διότι ο µεικτός ταξινοµητής max-min perceptron βασίζεται στη θεωρία πλεγµάτων και, εξ
ορισµού, προϋποθέτει µερική διάταξη των δεδοµένων. Επιπλέον, είναι increasing ταξινοµητής ως γραµµικός
συνδυασµός δύο increasing νευρώνων. ΄Αρα, τα πρότυπα της θετικής κλάσης οφείλουν να χαρακτηρίζονται από
υψηλότερες τιµές, σε γενικές γραµµές, από τα αρνητικά πρότυπα.

Μία µέθοδος αντιµετώπισης αυτής της ανεπιθύµητης συµπεριφοράς είναι η χρήση µειωµένης διάταξης (5.1.9).
Το αποτέλεσµα έχει λάβει το όνοµα reduced Dilation-Erosion Perceptron (r-DEP) [Val20]. Επιλέγεται µία
απεικόνιση ρ : Rn → Rm που µετασχηµατίζει την είσοδο και ο ταξινοµητής εφαρµόζεται στο νέο σύνολο
δεδοµένων. Αν το αρχικό σύνολο δεδοµένων είναι το D = {(xi, yi) ∈ Rn × {−1,+1} : i ∈ [N ]}, η απεικόνιση
παράγει το νέο σύνολο δεδοµένων Dnew = {(ρ(xi), yi) ∈ Rm × {−1,+1} : i ∈ [N ]}. Η απεικόνιση ρ(·)
αποτελείται από m επιµέρους απεικονίσεις ρ(x) = [ρ1(x), ρ2(x), . . . , ρm(x)]> µε ρi(x) : Rn → R, i ∈ [m]. Οι εν
λόγω συναρτήσεις αποκαλούνται πυρήνες και χρησιµοποιούνται συχνά στο πλαίσιο των αλγορίθµων διανυσµάτων
υποστήριξης. Ορισµένα παραδείγµατα περιλαµβάνουν:

Πυρήνας k(x,y)

Linear 〈x,y〉
Polynomial 〈1 + x,y〉d
Gaussian e−‖x−y‖

2/(2σ2)

Sigmoid tanh(γ 〈x,y〉+ r)

Πίνακας 5.2: Kernels

Σηµειώνεται ότι οι πυρήνες µε βάση την κανονική κατανοµή αποκαλούνται Radial Basis Functions (RBFs). Η
επιλογή των πυρηνών αποτελεί σηµαντική πρόκληση και έγκειται σε σχεδιαστική απόφαση. Αυτή η προσέγ-
γιση διαφέρει σε µία κρίσιµη πτυχή από την κλασική θεώρηση των νευρωνικών δικτύων, όπου η εκπαίδευση
πραγµατοποιείται µε τον αλγόριθµο οπισθοδιάδοσης. Στο πλαίσιο της βαθιάς µηχανικής µάθησης, η επιλογή των
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features και, συνεπώς, των εισόδων στο µοντέλο είναι απλή, καθώς το δίκτυο επωφελείται από τη συσσώρευση
πληροφορίας ανά τα επίπεδα. Εδώ, αντιθέτως, η κατασκευή των χαρακτηριστικών καθορίζει άµεσα την από-
δοση του µοντέλου, καθώς δεν υπάρχουν τα παραπάνω επίπεδα για τη αυτόµατη εξαγωγή χαρακτηριστικών. Η
προσέγγιση σε αυτή την περίπτωση είναι η χρήση πολυάριθµων πυρήνων µε στόχο την αποτύπωση της κρυφής
γνώσης. Ο συνδυασµός των πυρήνων µπορεί να γίνει µε δύο τρόπους:

• Bagging: ίδιος πυρήνας και παράµετροι αλλά εκπαιδευµένοι σε διαφορετικά υποσύνολα του Dnew.

• Ensemble: διαφορετικοί πυρήνες εκπαιδευµένοι σε όλο το σύνολο δεδοµένων Dnew.

Σε αντίθεση µε τα νευρωνικά δίκτυα, η χρήση µεθόδων βελτιστοποίησης εγγυάται και γρήγορη σύγκλιση και
ευστάθεια της µεθόδου. Αυτό ισχύει ιδιαίτερα για κυρτά προβλήµατα, όπως Support Vector Machines, αλλά
και σε ένα βαθµό για µη-κυρτά που επιλύονται µε την ευριστική µέθοδο Convex-Concave.

Για την αξιολόγηση του r-DEP χρησιµοποιούµε δύο πυρήνες (για λόγους οπτικοποίησης του συνόρου από-
φασης), τους οποίους συνδυάζουµε µε τις δύο παραπάνω µεθόδους. Αναλυτικότερα, χρησιµοποιούνται πυρήνες
Linear και RBF για Ensemble, ενώ στη µέθοδο Bagging αξιοποιούνται µόνο πυρήνες RBF. Στο σχήµα 5.6.2
παρουσιάζονται σχηµατικά τα αποτελέσµατα. Η πάνω σειρά αφορά τη µέθοδο Ensemble, ενώ η κάτω τη µέθοδο
Bagging. Στην αριστερή στήλη απεικονίζεται το σύνορο απόφασης στο µετασχηµατισµένο σύνολο δεδοµένων
Dnew, το οποίο αποτελεί µία τµηµατικά γραµµική καµπύλη. Στη δεξιά στήλη, επιστρέφουµε στο αρχικό σύνολο
δεδοµένων. Και στις δύο περιπτώσεις, το ποσοστό επιτυχίας είναι 100%, σαφής βελτίωση από το 84% σε αυτό
το οµολογουµένως απλό τεχνητό παράδειγµα. Επιπλέον, η µέθοδος είναι εύρωστη στην αλλαγή ετικετών.

Συνεχίζουµε την πειραµατική αξιολόγηση µε ακόµα δύο σύνολα δεδοµένων. Συγκεκριµένα, επιλέγουµε τα
σύνολα δεδοµένων Ripley’s [Rip07] και Wisconsin Breast Cancer Dataset (WDBC) µε στόχο τη σύγκριση µε
µεθόδους που αναπτύχθηκαν στο [CM17]. Αντλούµε τα αποτελέσµατά τους και εξετάζουµε πώς οι ταξινοµητές
που µελετήθηκαν παραπάνω αποδίδουν.

Αρχικά, λίγα λόγια για τα σύνολα δεδοµένων. Το σύνολο Ripley’s αποτελείται από 2 κλάσεις, καθεµία από τις
οποίες παράγεται µε τυχαία δείγµατα από ενα µείγµα Γκαουσιανών (Gaussian mixture) µε δύο στοιχεία. Χωρίζε-
ται σε 250 training και 1000 testing δεδοµένα. Με στόχο το στατιστικά εύρωστο πειραµατισµό, ενώνουµε τα
δεδοµένα training και test και εκτελούµε τα πειράµατα µε Statified K-Fold των 10 folds. Παρουσιάζουµε τα
αποτελέσµατα στον πίνακα 5.3. Ο ταξινοµητής DEP αντιστοιχεί στο max-min perceptron από [CM17], ενώ
µε ετικέτα "greedy" επισηµειώνουµε τον αντίστοιχο ταξινοµητή όπου τα perceptrons διαστολής και συστολής
εκπαιδεύονται ανεξάρτητα [Val20] και ενώνονται µετέπειτα σύµφωνα µε τη σχέση (5.6.7). Παρατηρούµε ότι
οι διάφοροι αλγόριθµοι έχουν εφάµιλλη απόδοση. Αυτό µπορεί να εξηγηθεί σχηµατικά, γεγονός που είναι
δυνατό αφού το σύνολο δεδοµένων Ripley’s έχει δύο χαρακτηριστικά. Συγκεκριµένα, στο σχήµα 5.6.3 φαίνονται
τα σύνορα απόφασης για τους ταξινοµητές r-DEP (Ensemble) και r-DEP (Bagging), τόσο στα αρχικά όσο
και στα µετασχηµατισµένα χαρακτηριστικά. Από τις εικόνες µε τα αρχικά χαρακτηριστικά (βλ. 5.6.3b,5.6.3d)
παρατηρούµε ότι µία τροπική καµπύλη µπορεί να διαχωρίσει ικανοποιητικά τα δεδοµένα, γεγονός που αντικατοπ-
τρίζεται στο ποσοστό επιτυχίας του DEP ταξινοµητή.

Συνεχίζουµε µε το σύνολο δεδοµένωνWisconsin Breast Cancer Dataset (WDBC). Πρόκειται για πρότυπα για
τη διάγνωση του καρκίνου του µαστού που διαχωρίζονται σε δύο κλάσεις, καλοηθείς και κακοηθείς όγκοι. Κάθε
πρότυπο χαρακτηρίζεται από 30 features. Τα αποτελέσµατα φαίνονται πάλι στον πίνακα 5.3. Είναι φανερό ότι η
χρήση πυρήνων είναι ευεργετική, καθώς οι µειωµένοι (reduced) ταξινοµητές παρουσιάζουν σηµαντική βελτίωση.

Ripley’s WDBC

DEP 0.902± 0.001 0.908± 0.001
greedy DEP 0.894± 0.039 0.912± 0.049
r-DEP (Ensemble) 0.889± 0.035 0.972± 0.015
r-DEP (Bagging) 0.907± 0.038 0.965± 0.014

Πίνακας 5.3: Πειραµατική αξιολόγηση Dilation-Erosion Perceptron και παραλλαγών. Η πρώτη µέθοδος
προέρχεται από [CM17], η δεύτερη από [Val20], ενώ οι µέθοδοι µε µειωµένη διάταξη βασίζονται στο [Val20] µε

δικές µας επιλογές πυρήνων.
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5.6. Εκπαίδευση Μορφολογικών Δικτύων µε µεθόδους Βελτιστοποίησης
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(d) Bagging µέθοδος

Σχήµα 5.6.2: Αξιολόγηση του r-DEP στο σύνολο δεδοµένων Double Moons

5.6.3 Επέκταση Εκπαίδευσης µε Convex-Concave Procedure σε multiclass
ταξινόµηση

Οι ταξινοµητές που θεµελιώνονται στο Dilation-Erosion Perceptron αντιµετωπίζουν εν γένει προβλήµατα
δυαδικής φύσης. Ωστόσο, σχυνά καλούµαστε να επιλύσουµε διεργασίες που αφορούν K > 2 κλάσεις. Διά-
φορες µέθοδοι έχουν προταθεί στη βιβλιογραφία των Μηχανών Διανυσµάτων Υποστήριξης (Support Vector
Machines - SVMs), τις οποίες προσαρµόζουµε στο πλαίσιο του DEP. Ακολουθεί µία σύντοµη ανασκόπηση των
πιο σηµαντικών µεθόδων.

Μία συχνή προσέγγιση είναι η κατασκευή K ξεχωριστών ταξινοµητών, στην οποία το k-οστό µοντέλο fk(·)
εκπαιδεύεται µε δεδοµένα από την κλάση Ck ως θετικά πρότυπα και τις υπόλοιπες K − 1 κλάσεις ως αρνητικά.
Συνεπώς, η µέθοδος αυτή είναι γνωστή ως one-verus-all ή one-versus-the-rest. ΄Οµως, αναδύονται προβλήµατα,
τα οποία εντοπίζονται στο γεγονός ότι η πρόβλεψη µπορεί να εµπεριέχει πολλούς ταξινοµητές, οδηγώντας σε
ασυνέπειες. Μία λύση είναι η λήψη απόφασης σύµφωνα µε τον ταξινοµητή που µεγιστοποιεί το περιθώριο
y(x) = maxk fk(x). Ωστόσο, µε αυτή την παραλλαγή οι ταξινοµητές εκπαιδεύονται σε διαφορετικες διεργασίες.

΄Ενα ακόµα πρόβληµα της µεθόδου one-verus-all έγκειται στα διαφορετικά µεγέθη των συνόλων εκπαίδευσης.
Ας υποθέσουµε ότι ένα σύνολο εκπαίδευσης µε N στοιχεία είναι διαχωρισµένο οµοιόµορφα σε K κλάσεις. Τότε,
τα θετικά πρόυπα είναι ίσα µε |Ck| = N

K , ενώ τα αρνητικά είναι ίσα µε |C−k| = (K−1)N
K , επιφέροντας ασυµµετρία.

Μία παραλλαγή είναι η χρήση ενός σχήµατος ανάθεσης βαρών, όπου η θετική κλάση αντιστοιχίζεται σε βάρος
+1 και τα στοιχεία της αρνητικής σε − 1

K−1 .

Μία διαφορετική προσέγγιση είναι η χρήση
K(K−1)

2 δυαδικών ταξινοµητών, επιλύοντας ένα πρόβληµα DC για
κάθε ζευγάρι κλάσεων. Η µέθοδος αυτή ονοµάζεται one-verus-one. Είναι σαφές ότι καθώς το πλήθος των
κλάσεων αυξάνεται, το υπολογιστικό κόστος αυξάνεται σηµαντικά. Για παράδειγµα, για 10 κλάσεις χρειάζονται
45 ταξινοµητές. Η πρόβλεψη βασίζεται σε όλους όλους τους δυαδικούς ταξινοµητές και αντιστοιχεί στην κλάση
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Κεφάλαιο 5. Μορφολογικά νευρωνικά δίκτυα
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Σχήµα 5.6.3: Αξιολόγηση του r-DEP στο σύνολο δεδοµένων Ripley’s

που επιλέχθηκε τις περισσότερες φορές.

΄Ενας τρόπος αντιµετώπισης της υψηλής πολυπλοκότητας της µεθόδου one-verus-one είναι η οργάνωση των
δυαδικών ταξινοµητών σε ένα κατευθυνόµενο άκυκλο γράφο (Directed Acyclic Graph - DAG) ο οποίος αποτελεί-
ται µεν από K(K−1)

2 ταξινοµητές αλλά απαιτείται η αξιολόγηση µόλις K − 1 για τη λήψη απόφασης.

Εµπνευσµένοι από τις ιδέες αυτές, επεκτείνουµε το µοντέλο του δυαδικού ταξινοµητή Dilation-Erosion Per-
ceptron και των παραλλαγών του για διεργασίες ταξινόµησης πολλών κλάσεων. Υλοποιείται η προσέγγιση
one-verus-one και αξιολογείται στα σύνολα δεδοµένων MNIST και FashionMNIST . Για λεπτοµερή περιγραφή
των συγκεκριµένων συνόλων δεδοµένων, ο αναγνώστης παραπέµπεται στις ενότητες 6.2.1 και 6.2.2, αντίστοιχα.
Εν συντοµία, τα δεδοµένα χωρίζονται σε 60000 training και 10000 testing στοιχεία και αφορούν αναγνώριση
ψηφίων. Εποµένως, έχουµε K = 10 κλάσεις. Εξετάζουµε τη συµπεριφορά του Bagging ταξινοµητή µε πυρήνες
Radial Basis Function για διαφορετικά πλήθη εκτιµητών n. Τα αποτελέσµατα παρουσιάζονται παρακάτω.

MNIST FashionMNIST

n = 5 n = 10 n = 15 n = 20 n = 5 n = 10 n = 15 n = 20

97.72 97.72 97.67 97.64 88.21 88.07 88.11 88.12

Πίνακας 5.4: Πειραµατική αξιολόγηση r-DEP στα multiclass προβλήµατα MNIST και FashionMNIST.
Επιλέγεται µέθοδος Bagging µε n πυρήνες RBF.

Η µελέτη των reduced µορφολογικών τελεστών και η επέκτασή τους σε προβλήµατα πολλών κλάσεων αναδεικνύει
ένα πολύ σηµαντικό ζήτηµα: τη σχεδιαστική απόφαση που αφορά την επιλογή πυρήνων. Οι επιλογές είναι πολλές
και απαιτείται βαθύτερος πειραµατισµός µε συνδυασµούς πυρήνων.
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Κεφάλαιο 6. Πειραµατική αξιολόγηση

6.1 Πειραµατισµός µε Μονότονες και Μη-Κυρτές Συναρτήσεις

Ο πειραµατισµός σε µονότονες κατανοµές πραγµατοποείται από το οµώνυµα δίκτυα του προηγούµενου κε-
φαλαίου. Η αξιολόγηση αφορά τόσο τεχνητά δεδοµένα όσο και πραγµατικά. Ωστόσο, πριν εντρυφήσουµε σε
υλοποιήσεις µε επίκεντρο τα νευρωνικά δίκτυα, προσφέρουµε µία αλγεβρική επίλυση του προβλήµατος παλιν-
δρόµησης (regression).

6.1.1 Παρουσίαση των Datasets

Μία µεγάλη οικογένεια προβληµάτων, τόσο ταξινόµησης όσο και παλινδρόµησης, χαρακτηρίζονται από συνθήκες
µονοτονίας. Για παράδειγµα, η τιµή ενός αυτοκινήτου µειώνεται µε την ηλικία του αυτοκινήτου, ενώ η τιµή ενός
ακινήτου αυξάνεται µε το µέγεθος σε τετραγωνικά µέτρα m2, ενώ το bond rating µίας εταιρίας αυξάνεται µε το
debt to capital ratio. Παρόµοιες σχέσεις εγείρονται και στην ιατρική επιστήµη: η αύξηση του σωµατικού βάρους
οδηγεί σε αύξηση παθήσεων της καρδιάς, καρκίνο κ.α. Χρησιµοποιώντας µοντέλα που συµπεριλαµβάνουν δοµικά
αυτό τον περιορισµό της µονοτονίας, προκύπτουν εργαλεία µε υψηλότερη ακρίβεια και χαµηλότερη διασπορά σε
σχέση µε µη-µονότονα µοντέλα [DV10].

Τεχνητά δεδοµένα (Regression)

Σκοπός µας είναι η δηµιουργία δεδοµένων µορφής παρόµοιας µε την εικόνας 5.5.2. Ακολουθούµε τη διαδικασία
που σκιαγραφούν οι Tarela, Alonso, and Martinez [TM99] για την κατασκευή µονότονης συνάρτησης στο R.
Δεδοµένου ενός σηµείου, επιλέγουµε τυχαία µία (θετική) κλίση και υπολογίζουµε το bias ώστε να συνεχίζει
το ευθύγραµµο τµήµα από το προηγούµενό του. Τέλος, επιλέγουµε ένα τυχαία interval οπου το συγκεκριµένο
ευθύγραµµο να είναι dominant. Αυτό το interval αντιστοιχεί στην περιοχή προβολής στην εν λόγω διάσταση
[TAM90]. Επιλέγοντας ολοένα και µεγαλύτερες κλίσεις για ένα δεδοµένο πλήθος τµηµάτων k, κατασκευάζουµε
κυρτές οµάδες µε k τµήµατα, σύµφωνα µε την ορολογία του Sill.

Αφότου έχουµε κατασκευάσει την ευθεία, επιλέγουµε τυχαία σηµεία και προσθέτουµε θόρυβο e µηδενικής
µέσης τιµής. ΄Εγκυρες επιλογές περιλαµβάνουν e ∼ U [−a, a] ή e ∼ N (0, σ2). Επεκτείνοντας αυτή τη λογική
σε περισσότερες διαστάσεις, κατασκευάζουµε τεχνητό dataset σε πολλές διαστάσεις. Παρακάτω παρουσιάζεται
ο αλγόριθµος 4.

Algorithm 4: Artificial Dataset construction
Data: number of groups G, number of hyperplanes in group H, noise ε ∼ X , samples N , dimensions d
Result: monotonic dataset D = {xi, yi}ni=1

1 set y = 0
2 for g = 1, . . . , G do
3 set slope ag,0 = 0 ∈ Rd
4 for h = 1, . . . ,H do
5 select ag,h such that ag,h < ag,h−1
6 select interval ∆xg,h ∈ Rd+
7 compute bias bg,h = y − a>g,h∆xg,h
8 update y ← y + a>g,h∆xg,h
9 end

10 end
11 construct PWL function f : Rd → R such that f(x) = min

g∈[G]
max
h∈[H]

a>g,hx + bg,h

12 for i = 1, . . . , N do
13 sample xi ∼ U [0,

∑
g,h

∆xg,h]

14 yi = f(xi) + ε

15 end
16 return D = {xi, yi}ni=1
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6.1. Πειραµατισµός µε Μονότονες και Μη-Κυρτές Συναρτήσεις

(a) Παράδειγµα σε 1 διάσταση G = H = 3 (b) Παράδειγµα σε 2 διαστάσεις G = H = 3

Σχήµα 6.1.1: Παραδείγµατα του τεχνητού συνόλου δεδοµένων

6.1.2 Τροπική Μη-Κυρτή Παλινδρόµηση
Μελετούµε το πρόβληµα της µονότονης παλινδρόµησης από τη σκοπιά της τροπικής άλγεβρας. Αναλυτικότερα,
έστω ότι προσπαθούµε να λύσουµε το πρόβληµα

A� x = b (6.1.1)

όπου υπενθυµίζεται ότι µε � συµβολίζουµε τον πολλαπλασιασµό πινάκων υπό τη max-plus έννοια. Το πρόβληµα
6.1.1 ενδέχεται να µην έχει ακριβή λύση. Στην περίπτωση αυτή, αποσκοπούµε στη λύση του προβλήµατος:

minimize ‖A� x = b‖p
subject to A� x ≤ b

(6.1.2)

όπου µε ‖ · ‖p συµβολίζεται η `p νόρµα για p = 1, 2 . . . ,∞. Στον τροπικό ηµιδακτύλιο, οι λύσεις του παραπάνω
προβλήµατος υπολογίστηκαν στην πρωταρχική µελέτη του κλάδου από τον Cuninghame-Green [Cun79] για τις
ειδικές περιπτώσεις p− 1 και p =∞.

Theorem 6.1.1: Επίλυση max-plus συστήµατος [MT19]

Αν το πρόβληµα (6.1.2) έχει λύση, τότε η µέγιστη λύση του δίνεται από τον πίνακα Cuninghame-Greene:

x̂ = A∗ �′ b =

[∧

i

bi − aij
]

(6.1.3)

µε A∗ = −A>. Επιπλέον, για την περίπτωση των νορµών `1 και `∞ η παραπάνω λύση (6.1.3) είναι και
µοναδική.

Το πρόβληµα της παλινδρόµησης είναι κλασικό στη βιβλιογραφία της στατιστικής και της µηχανικής µάθησης.
Κεντρική σηµασία έχει το πρόβληµα των ελαχίστων τετραγώνων (least squares estimate) όπου µία ευθεία
f(x) = a>x+ b προσαρµόζεται σε ένα σύνολο δεδοµένων µε στόχο την ελαχιστοποίηση της `2 νόρµας. Η λύση
αυτού του προβλήµατος πιστώνεται στον Carl Friedrich Gauss και είναι γνωστή από τον 19o

αιώνα.

΄Οπως έχουµε αναφέρει και στις προηγούµενες ενότητες, η έννοια της ευθείας στα τροπικά µαθηµατικά διαφέρει.
Ας εξετάσουµε την απλή περίπτωση της µίας µεταβλητής. Η ευθεία στα κλασικά µαθηµατικά είναι f(x) = ax+b
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Κεφάλαιο 6. Πειραµατική αξιολόγηση

και η τροπικοποίησή (tropicalization) της είναι f(x) = max(a + x, b). Συνεπώς, το πρόβληµα ανάγεται στη
βελτιστοποίηση δυο µεταβλητών w = (a, b). ΄Εστω σύνολο δεδοµένων D = {(xi, fi) ∈ R2}mi=1. Τότε, το
πρόβληµα λαµβάνει τη µορφή X�w = f και:

X�w = f =⇒ ŵ = X∗ �′ f (6.1.4)

ή



x1 0
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...
xm 0


�

[
a
b

]
=



f1
...
fm


 =⇒

[
â

b̂

]
=

[∧
i fi − xi∧

i fi

]
(6.1.5)

Η λύση του προβλήµατος ŵ αντιστοιχεί σε µία προσαρµογή (fit) στα δεδοµένα ώστε να παρέχει το ελάχιστο
σφάλµα από τις κάτω προσεγγίσεις. Οι [MT19] χρησιµοποιούν τον όρο greatest lower estimate (GLE). Σύµφωνα
µε την ενότητα 5.1, o max-plus πολλαπλασιασµός πινάκων αντιστοιχεί σε διανυσµατική διαστολή δA(x) = A�x,
ενώ οmin-plus πολλαπλασιασµός σε διανυσµατική συστολή εA(x) = A�′x. Από τις συνθήκες του προβλήµατος
(6.1.2), συµπεραίνουµε ότι τα διανύσµατα που επιλέγονται αντιστοιχούν σε υπολύσεις υπό την έννοια ότι δA(x) =
A � x ≤ b και επιλέγεται η µέγιστη υπολύση x̂ = εA(b). ΄Αρα, η βέλτιστη λύση του max-plus προβλήµατος
(6.1.2) αντιστοιχεί σε ένα opening που προσεγγίζει το διάνυσµα b από κάτω δA(εA(b)) ≤ b.

Η λύση GLE αντιστοιχεί στο πρόβληµα µε περιορισµούς (6.1.2). Για την ειδική περίπτωση της `∞, υπάρχει λύση
στο πρόβληµα της ελαχιστοποίησης της εν λόγω νόρµας χωρίς περιορισµούς. Η λύση έγκειται στην εύρεση
ενός βαθµωτού µεγέθους µ που αντιστοιχεί σε µετατόπιση της λύσης (6.1.3). Για µ = 1

2‖A � x̂ − x‖∞ =
1
2‖A� (A∗ �′ x)− x‖∞, η λύση του προβλήµατος χωρίς περιορισµούς είναι:

x = µ+ x̂ = µ+ A∗ �′ x (6.1.6)

Η λύση x αποκαλείται Minimum Max Absolute Error ή MMAE εν συντοµία [MT19]. Στο παρακάτω σχήµα
παρουσιάζεται µία απλή περίπτωση της παλινδρόµησης σε περιπτώσεις θορύβου που δειγµατολειπτείται είτε από
κανονική κατανοµή µηδενικής µέσης τιµής είτε από οµοιόµορφη κατανοµή. Στην πρώτη σειρά µελετάται το
max-plus πρόβληµα για τη συνάρτηση max{b, a+ x} και στη δεύτερη σειρά το αντίστοιχο min-plus. Συνεπώς,
αναζητούνται οι τιµές a και b.

Η παραπάνω προσέγγιση µπορεί να εφαρµοστεί και σε πιο γενικά προβλήµατα: πολυώνυµα υψηλών βαθµών σε
πολλές διαστάσεις. ΄Εστω, λοιπόν, το max-plus πολυώνυµο:

f(x) =

K∨

i=1

a>k x + bk

και τα δεδοµένα D = {(xi, fi) ∈ Rn × R}mi=1. Οι εξισώσεις X�′ w = f λαµβάνουν τη µορφή:




a>1 x1 a>2 x1 . . . a>Kx1

a>1 x2 a>2 x2 . . . a>Kx2

...
...

...
...

a>1 xm a>2 xm . . . a>Kxm
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...
bm


 =
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...
fm




και η λύση είναι: 

b̂1
...
b̂K


 = ŵ = X∗ �′ f =




∧m
i=1 fi − a>1 xi

...∧m
i=1 fi − a>Kxi




Από τις παραπάνω εξισώσεις φαίνεται ότι οι κλίσεις ai θεωρούνται γνωστές και οι µεταβλητές βελτιστοποίησεις
έγκεινται στους όρους bias bi. Αυτή η υπόθεση φαίνεται περιοριστική, αλλά µπορεί να αντιµετωπιστεί εύκολα.
Αναλυτικότερα, µπορούµε να θεωρήσουµε ότι το διάνυσµα ai λαµβάνει όλες τις ακέραιες τιµές έως ένα µέγιστο
βαθµό [HKA16; MT19]. Αυτό προϋποθέτει ότι τα δεδοµένα µας χαρακτηρίζονται από κάποιο µέτρο οµαλότητας.
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(b) max-plus µε Gaussian noise
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(c) min-plus µε Uniform noise
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(d) min-plus µε Gaussian noise

Σχήµα 6.1.2: Παραδείγµατα Τροπικής Παλινδρόµησης

Για L-smooth συνάρτηση, χρησιµοποιούµε κλίσεις έως dLe. Η τροπική παλινδρόµηση που σκιαγραφείται παρα-
πάνω µπορεί να εφαρµοστεί και σεmin-plus δεδοµένα. Τότε, αναφερόµαστε σε κοίλες συναρτήσεις και η βέλτιστη
λύση αντιστοιχεί σε διανυσµατικό closing.

Πέρα από την τυφλή χρήση κλίσεων, δύναται η αξιοποίηση αλγορίθµων clustering για την εύρεση κλίσεων που
ταιριάζουν καλά στα δεδοµένα. Μέσα από το σύνολο D, υπολογίζονται οι αριθµητικές παράγωγοι (numerical
gradients) και χρησιµοποιείται ο αλγόριθµος συσταδοποίησης k-means, ο οποίος παρουσιάζεται παρακάτω.

Algorithm 5: K-means
Data: number of centroids K, dataset D = {(xi) ∈ Rp}mi=1

Init: initialize cluster centroids µ1, µ2, . . . , µK ∈ Rp randomly
1 do
2 Assign datapoints to cluster centroids:

c(i) ← arg min
j∈[K]

‖x(i) − µj‖2, ∀i ∈ [m]

3 Update cluster centroids:

µj ←

m∑
i=1

1{c(i) = j}x(i)

m∑
i=1

1{c(i) = j}
, ∀j ∈ [K]

4 until convergence
5 return cluster centroids µ1, µ2, . . . , µK

΄Εστω πως από το σύνολο δεδοµένων D ⊂ Rp προκύπτουν τα διανύσµατα δi ∈ Rp. Ο αλγόριθµος προσπα-
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θεί να τα διαχωρίσει σε K συστάδες µέσω µίας επαναληπτικής διαδικασίας δύο βηµάτων. H παράµετρος K
επιλέγεται από το χρήστη. Στο πρώτο βήµα αναθέτει κάθε σηµείο στη συστάδα µε τη µικρότερη απόσταση.
Στο δεύτερο βήµα, ενηµερώνεται το κέντρο της συστάδας λαµβάνοντας υπόψιν µόνο τα σηµεία που έχουν
ανατεθεί σε αυτή. Η διαδικασία επαναλαµβάνεται ως τη σύγκλιση, δηλαδή µέχρι να µην επέλθει µεταβολή των
κέντρων µi, i ∈ [K]. Ο αλγόριθµος εξαρτάται σε µεγάλο βαθµό από την αρχικοποίηση των κέντρων. Στην
πράξη, λοιπόν, χρησιµοποιείται η παραλλαγή k-means++, η οποία εκτελεί πολλές φορές τον αλγόριθµο µε διά-
φορες αρχικοποιήσεις και επιλέγει την καλύτερη λύση. Ο αλγόριθµος K-means αποτελεί ειδική περίπτωση του
Expectation-Maximization, όπου η ανάθεση σε συστάδα δε γίνεται µε δείκτρια συνάρτηση (hard assignment)
αλλά µε στατιστικούς τρόπους, αναθέτοντας σε κάθε cluster βάρη που αντιστοιχούν σε πιθανότητες το σηµείο
να ανήκει στην αντίστοιχη συστάδα (soft assignment).

Σε περίπτωση που τα δεδοµένα µας είναι µονότονα, µπορούµε να προσαρµόσουµε την παραπάνω τεχνική
επιτρέποντας µόνο θετικές κλίσεις. Αυτό γίνεται περιορίζοντας τις υποψήφιες κλίσεις στους φυσικούς αριθµούς,
αντί για τους ακεραίους. Στην περίπτωση που οι κλίσεις υπολογίζονται µε αλγόρίθµους συσταδοποίησης, προ-
τείνεται ο περιορισµός των κλίσεων που προκύπτουν σε θετικές τιµές. Επιπλέον, ενδέχεται τα δεδοµένα µας
να µην έχουν αµιγώς κυρτή (ή αµιγώς κοίλη) µορφή. Τότε, για την καλύτερη προσαρµογή της ευθείας στα
δεδοµένα, δύναται η εφαρµογή ενός δεύτερου "περάσµατος" στα δεδοµένα. Για σχηµατική επεξήγηση της ιδέας,
βλ. σχήµα 6.1.3:

1. (min,+) πέρασµα (µαύρο χρώµα). Το αποτέλεσµα είναι µία αύξουσα, κοίλη και τµηµατικά γραµµική
συνάρτηση η οποία αντιστοιχεί σε ένα projection set Ωi [TM99].

2. (max,+) πέρασµα (µπλε χρώµα). Το ευθύγραµµο τµήµα του αντίστοιχου projection set Ωi αντικαθίσταται
µε ένα (max,+) πολυώνυµο.

x

y

Ω1 Ω2 Ω3

Σχήµα 6.1.3: Σχηµατική απεικόνιση tropical min-max regression

Συνεπώς, αυτός ο αλγόριθµος δύο βηµάτων διαχωρίζει το πεδίο ορισµού σε σύνολα προβολής Ωi στο αρχικό
πέρασµα και κατόπιν προσπαθεί να προσεγγίσει τα δεδοµένα του Ωi µε περισσότερη ακρίβεια. Με παρόµοιο
τρόπο, οι Magnani and Boyd διαχωρίζουν το πεδίο ορισµού και προσαρµόζουν αφφινικές συναρτήσεις σε κάθε
υποσύνολο, λαµβάνοντας το max τους ως έξοδο, µε αποτέλεσµα να προκύπτει µία τµηµατικά γραµµική και
κυρτή προσέγγιση των δεδοµένων.

Συνεχίζουµε µε µερικά απλά παραδείγµατα για την πειραµατική αξιολόγηση αυτής της "διµερούς" παλινδρόµησης.
Εξετάζονται δύο συµµετρικές συναρτήσεις, οι απεικονίσεις των οποίων φαίνονται στο σχήµα 6.1.4. Με µαύρη
διακεκοµµένη γραµµή φαίνεται η αρχική συνάρτηση, γύρω από την οποία υπάρχουν τα σηµεία προς εξέταση
που προκύπτουν κατόπιν πρόσθεσης θορύβου. Με µπλε γραµµή διαγράφεται ο βέλτιστος διαχωρισµός των
περιοχών µετά από ένα max-plus πέρασµα. Σηµειώνεται ότι αυτό δεν είναι το αποτέλεσµα που παράγει στην
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πραγµατικότητα το πρώτο πέρασµα. Με πράσινο απεικονίζεται η (πραγµατική) έξοδος του διµερούς αλγορίθµου.
Και στις δύο περιπτώσεις χρησιµοποιείται ο αλγόριθµος K-means για τον προσδιορισµό των κλίσεων.

Στο πρώτο παράδειγµα εξετάζεται η συνάρτηση f1(x) = (−0.4x + 6 ∧ −1.6x) ∨ (0.4x + 6 ∧ 1.6x), hη οποία
απεικονίζεται στο σχήµα 6.1.4a. Προστίθεται θόρυβος U [−0.5, 0.5] και επιλέγεται K = 2 για το πρώτο
πέρασµα, ώστε να εξακριβωθεί η δυνατότητα διαχωρισµού των κλίσεων σε δύο διακριτά σύνολα, θετικές και
αρνητικές κλίσεις. Στη συνέχεια και εφόσον αναγνωρισθµούν οι δύο περιοχές προβολών, οι οποίες συµπίπτουν
µε θετικούς και αρνητικούς αριθµούς στην προκειµένη περίπτωση, τα δεδοµένα επεξεργάζονται µε min-plus
πέρασµα. Παρατηρούµε ότι ο αλγόριθµος επιστρέφει την πραγµατική ευθεία (η πράσινη ευθεία συµπίπτει µε τη
µαύρη).

Στο δεύτερο παράδειγµα (σχήµα 6.1.4b), η συνάρτηση f1(x) εµπλουτίζεται µε έναν min-plus όρο και προκύπτει
η f2(x) = f1(x) ∨ (5 − 0.2x ∧ 5 + 0.2x). Ο όρος αυτός διακόπτει τη συµµετρία των κλίσεων (θετικές κλίσεις
για θετικές τετµηµένες και αρνητικές κλίσεις για αρνητικές). Συνεπώς, η αναγνώριση των περιοχών προβολής
δεν είναι τόσο απλή. Από το σχήµα φαίνεται ότι υπάρχουν 3 περιοχές, ωστόσο τα πειράµατα για K = 3 δεν
επέστρεψαν σωστά αποτελέσµατα. Η έξοδος που απεικονίζεται µε το πράσινο χρώµα προκύπτει µε K = 20
στο πρώτο πέρασµα και K = 2 στο δεύτερο. Παρόλο που οι συστάδες είναι πολλές στο πρώτο πέρασµα, η
προκύπτουσα max-plus επιφάνεια δεν περιλαµβάνει ισάριθµα τµήµατα. Παρατηρούµε, λοιπόν, ότι ο αλγόριθµος
επιτυγχάνει µία πολύ καλή προσέγγιση της αρχικής συνάρτησης, καθώς η πράσινη γραµµή συµπίπτει σχεδόν σε
όλο το πεδίο ορισµού µε τη µαύρη διακεκοµµένη.
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(a) f1(x) = (−0.4x+ 6 ∧ −1.6x) ∨ (0.4x+ 6 ∧ 1.6x)
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(b) f2(x) = f1(x) ∨ (5− 0.2x ∧ 5 + 0.2x)

Σχήµα 6.1.4: Παραδείγµατα min-max Παλινδρόµησης

6.1.3 Επίλυση Monotonic Regression µέσω Monotone Neural Networks

Επιλέγοντας κατάλληλη αρχιτεκτονική για ένα νευρωνικό δίκτυο, είναι δυνατή η παλινδρόµηση σε δεδοµένα
διατηρώντας την επιφάνεια εξόδου µονότονη. Η σχετική θεωρία βρίσκεται στην ενότητα 5.5.2 και στο σηµείο
αυτό εξετάζονται τα εν λόγω δίκτυα (βλ. σχήµα 5.5.1) υπό πειραµατική σκοπιά. Χωρίς βλάβη της γενικότητας,
επικεντρωνόµαστε σε αύξουσες συναρτήσεις.

΄Εστω η συνάρτηση f(x) = x3 + x + sinx, η οποία είναι γνησίως αύξουσα καθώς f ′(x) = 3x2 + 1 + cosx >
0,∀x ∈ R. Χρησιµοποιώντας το συµβολισµό της εξίσωσης (5.5.2), επιλέγουµε K = 5 οµάδες καθεµία από
τις οποίες απαρτίζεται από J = 5 υπερεπίπεδα. Κανονικοποιούµε τη συνάρτηση στο X × Y = [−1, 1]2, ώστε
η επιλογή θορύβου να συνάδει µε τη διαίσθηση. Επιλέγουµε 100 σηµεία για το σύνολο δεδοµένων, τα οποία
διαφθείρουµε µε θόρυβο ε ∼ N (0, σ2). Για τη διασφάλιση θετικών κλίσεων, άρα και µονότονης επιφάνειας
εξόδου, επιλέγεται η απεικόνιση z 7→ z2 ώστε να είναι δυνατό να υπάρχει µηδενική κλίση. Με άλλα λόγια,
η απεικόνιση αυτή συµπεριλαµβάνει την περίπτωση αύξουσας/φθίνουσας συνάρτησης αντί για αποκλειστικά
γνησίως αύξουσες/φθίνουσες συναρτήσεις.

Στο σχήµα 6.1.5a παρουσιάζεται η έξοδος του νευρωνικού δικτύου και η ευθεία που προκύπτει από
γραµµική παλινδρόµηση για σύγκριση. Η εκπαίδευση διήρκησε 1000 εποχές χρησιµοποιώντας τον αλγόριθµο

83



Κεφάλαιο 6. Πειραµατική αξιολόγηση

βελτιστοποίησης Adaptive Momentum Estimation (adam) µε ρυθµό µάθησης η = 0.01. Εποπτικά, η έξοδος
του νευρωνικού προσεγγίζει το σύνολο δεδοµένων πολύ καλύτερα από τη γραµµική πανινδρόµηση.

Το σχήµα 6.1.5b δείχνει πόσα σηµεία αντιστοιχούν σε κάθε υπερεπίπεδο. Από τα διαθέσιµα 25 µόνο 5 αξ-
ιοποιούνται, γεγονός αναµενόµενο αν σκεφτεί κανείς τη µορφή της συνάρτησης f . Η είσοδος είναι κοίλη για
αρνητικές τιµές f ′′(x) < 0 και ιδιαίτερα για x ∈ [−1, 0.5]. Συνεπώς, σε αυτό το πεδίο τιµών, δύο οµάδες µε ένα
υπερεπίπεδο προσεγγίζουν αυτό το κοίλο τµήµα. Αντίθετα, για x ∈ [0.5, 1] η συνάρτηση είναι "ιδιαίτερα" κυρτή
και χρησιµοποιούνται δύο υπερεπίπεδα για την προσέγγιση. Για τις ενδιάµεσες τιµές, η είσοδος προσεγγίζεται
ικανοποιητικά από ένα ευθύγραµµο τµήµα, το οποίο συµπεριλαµβάνεται στην ίδια οµάδα µε τα προηγούµενα
υπερεπίπεδα. Η προσέγγιση, λοιπόν, καθρεπτίζει τη συµµετρία της ειδόδου.

−1.0 −0.5 0.0 0.5 1.0
Input Data

−1.0

−0.5

0.0

0.5

1.0

T
ar

ge
t

D
at

a

Ground Truth

Linear Regression

Monotonic Net

(a) Συνάρτηση εξόδου (b) Ενεργοποιήσεις της συνάρτησης εξόδου

Σχήµα 6.1.5: Παράδειγµα Παλινδρόµησης µε Sill Networks

Από τα πειράµατα, προέκυψε µία πολύ σηµαντική παρατήρηση σχετικά µε την αρχικοποίηση των βαρών. Ο
αλγόριθµος κατάβασης κλίσεων ενηµερώνει τις παραµέτρους του µοντέλου σύµφωνα µε τις παραγώγους που
προκύπτουν από τον αλγόριθµο οπισθοδιάδοσης. Ωστόσο, οι µορφολογικοί τελεστές min,max µονοπωλούν τη
διαδικασία αυτή βαρών καθώς ενηµερώνονται µόνο τα βάρη του υπερεπιπέδου που αφορά το σηµείο εισόδου. Για
περισσότερες λεπτοµέρεις, βλ. ενότητα 5.5.2. Το γεγονός αυτό αποτελεί τροχοπέδη στην εκπαίδευση, καθώς
µία λάθος αρχικοποίηση οδηγεί σε παθολογικές περιπτώσεις όπου ορισµένα υπερεπίπεδα ή ολόκληρες οµάδες
δεν ενηµερώνονται ποτέ. Μία απλή λύση είναι η χρήση Glorot αρχικοποίησης [GB10] αλλά µε κλιµάκωση. Στο
παράδειγµα, επιλέγεται παράµετρος κλιµάκωσης (gain) ίση µε 25. Αρχικά, λοιπόν, τα βάρη έχουν υψηλές τιµές
οδηγώντας σε υψηλό σφάλµα. Κατά την εκπαίδευση ενηµερώνονται οι παράµετροι και οι τιµές διορθώνονται
σε µικρότερες. Οι οµάδες, όµως, επεξεργάζονται τα υπερεπίπεδα µε τελεστή max και, συνεπώς, "επιβιώνουν"
εκείνα που οι τιµές τους είναι ακόµη υψηλές, δηλαδή αυτά που δεν έχουν ενηµερωθεί ακόµα. Σιγά σιγά, όλα
τα υπερεπίπεδα αντιστοιχίζονται σε σηµεία ειδόδου και ενηµερώνονται τα βάρη τους. Χωρίς την κλιµάκωση, η
µέθοδος είναι ασταθής και πολλές φορές η έξοδός της ταυτίζεται µε αυτή της γραµµικής παλινδρόµησης.

΄Ενας τρόπος αντιµετώπισης του προβλήµατος αυτού είναι η χρήση οµαλών προσεγγίσεων των µορφολογικών
τελεστών. Για τη σχετική θεωρία, βλ. υποενότητα 5.3.2. Εποµένως, για ένα διάνυσµα εισόδου έχουµε τις εξής
επιλογές:

x ∈ Rn 7→





max
i∈[n]

xi µορφολογικός τελεστής

1
β log

(
n∑
i=1

exp(β · xi)
)
οµαλή προσέγγισή του max (βλ. (5.3.7)), β > 0

Με την οµαλή προσέγγιση, δεν υπάρχουν τα παραπάνω ζητήµατα στην εκπαίδευση, εφόσον πλέον κάθε
ενηµέρωση δεν επηρεάζει µόνο τις παραµέτρους του ενεργού υπερεπιπέδου. Αυτό επιβεβαιώνουν και τα πειράµατά
µας, όπου η παράµετρος κλιµάκωσης δεν είναι απαραίτητη, αν και κρίνεται βοηθητική σε µικρές τιµές. Στο
σχήµα 6.1.6 βλέπουµε τις επιφάνειας που παράγουν οι διάφορες µέθοδοι. ΄Οσον αφορά το σφάλµα, οι δύο
µέθοδοι είναι συγκρίσιµες και τα αποτελέσµατα παρουσιάζονται στον παρακάτω πίνακα. Τέλος, συγκριτικά µε
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την ισοτονική παλινδρόµηση, το µονότονο νευρωνικό δίκτυο επιτυγχάνει καλύτερη προσέγγιση σύµφωνα µε το
µεσοτετραγωνικό λάθος.

Μέθοδος σ = 0.05 σ = 0.1 σ = 0.15 σ = 0.2

Linear Regression 0.0236 0.03077 0.04827 0.0505
Isotonic Regression 0.0042 0.01112 0.02557 0.0417

Monotonic Net [Sil98] 0.00305 0.01107 0.02401 0.0395
Smooth Monotonic Net [ours] 0.00294 0.00938 0.02302 0.0386

Πίνακας 6.1: Σύγκριση RMS error των µονοτονικών µεθόδων για θόρυβο N (0, σ2)
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Σχήµα 6.1.6: Απεικόνιση των µεθόδοων Παλινδρόµησης για τις διάφορες µεθόδους. Με µπλε απεικονίζεται το
προτεινόµενο µοντέλο µε χρήση οµαλοποιηµένων µορφολογικών τελεστών.

6.2 Πειραµατισµός µε Μορφολογικά Δίκτυα σε σύνολα

δεδοµένων ΄Ορασης Υπολογιστών

6.2.1 Σύνολο Δεδοµένων MNIST

Tο σύνολο δεδοµένων MNIST (Modified National Institute of Standards and Technology)[LeC98] αποτελείται
από εικόνες µεγέθους 28×28 pixels µε χειρόγραφα ψηφία στο δεκαδικό σύστηµα (0-9). Πρόκειται για ένα από τα
πιο διαδεδοµένα datasets και χρησιµοποιείται κατά κόρον ως benchmark στο χώρο της Τεχνητής Νοηµοσύνης
και ιδιαίτερα στο υποπεδίο της Μηχανικής Μάθησης. Ιστορικά, η δηµοσίευση του MNIST dataset συµπίπτει
µε την επινόηση των συνελικτικών δικτύων [LeC+98]. Στην εικόνα 6.2.1 παρατίθενται ορισµένα παραδείγµατα
των χειρόγραφων ψηφίων.
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Σχήµα 6.2.1: Παραδείγµατα από το MNIST dataset

Το σύνολο δεδοµένων αποτελείται από 70, 000 πρότυπα: 60, 000 πρότυπα εκπαίδευσης (training) και
10, 000 πρότυπα αξιολόγησης (test). Για την πειραµατική αξιολόγηση διαχωρίζουµε περαιτέρω το σύνολο
δεδοµένων εκπαίδευσης σε training 50, 000 και validation 10, 000. Χρησιµοποιούµε διάφορους αλγορίθµους
βελτιστοποίησης, όπως Stochastic Gradient Descent (SGD) (βλ. § 4.5.2), Adaptive Moment Estimation
(Adam) (βλ. § 4.5.4). Εξετάζουµε τη συµπεριφορά των αλγορίθµων για διάφορους ρυθµούς µάθησης
η ∈ {0.001, 0.003, · · · , 0.009, 0.01, 0.03, · · · , 0.09}. Η ποικιλία της υπερπαραµέτρου πηγάζει από το γεγονός ότι
οι χαµηλές τιµές προτείνονται για Adaptive Moment Estimation, ενώ οι υψηλότερες για Στοχαστική Κατάβαση
Κλίσεων. Για λόγους πληρότητας, συνεπώς, καλύπτουµε το παραπάνω φάσµα τιµών.

Πειραµατιζόµαστε µε µεγάλη οικογένεια αρχιτεκτονικών, µεταβλητή τόσο σε βάθος όσο σε πλάτος επιπέδων.
Ξεκινούµε την ανάλυση από µικρές και συνεχίζουµε σε µεγάλες (ως προς το πλήθος των νευρώνων) αρχιτεκ-
τονικές. Καθώς επιλύουµε πρόβληµα ταξινόµησης, το τελευταία επίπεδο παραµένει αµετάβλητο: Softmax µε 10
κλάσεις (µία για κάθε ψηφίο) και ως συνάρτηση κόστους επιλέγεται η διασταυρωµένη εντροπία (cross-entropy).
Για την αρχικοποίηση των βαρών του νευρωνικού δικτύου, χρησιµοποείται Glorot οµοιόµορφη αρχικοποίηση
[GB10]. Επιλέγουµε 50 εποχές εκπαίδευσης στον παρακάτω πίνακα

Εξετάζουµε τη συµπεριφορά των µορφολογικών δικτύων µόνο µε όρους dilations, µόνο µε όρους erosion καθώς
και υβριδικά δίκτυα για διάφορες τιµές νευρώνων στο (µοναδικό) κρυφό επίπεδο. Επιπρόσθετη παραµετροποίηση
εντοπίζεται στην επιλογή µεθόδου εκπαίδευσης1 και στο ρυθµό µάθησης (learning rate). Παρουσιάζουµε τα
αποτελέσµατα για το σύνολο δεδοµένων MNIST για το µορφολογικό δίκτυο µόνο µε όρους dilation.

Adaptive Momentum Estimation Stochastic Gradient Descent

η 24 32 64 128 24 32 64 128

0.001 92.77 94.36 95.57 96.90 55.24 53.65 56.37 63.68
0.003 92.42 94.08 96.12 96.71 70.90 78.23 80.92 83.54
0.005 91.83 93.92 94.99 96.63 81.52 83.96 85.93 87.48
0.007 91.79 93.49 94.66 96.56 83.31 85.55 88.78 89.07
0.009 91.50 93.46 94.91 95.38 85.59 87.33 89.33 90.26
0.01 92.39 92.93 95.25 95.85 85.82 87.60 89.26 91.03
0.03 91.37 92.38 93.40 92.29 89.95 90.96 93.36 94.12
0.05 88.87 92.01 92.55 92.76 91.74 92.07 93.94 95.01
0.07 87.15 89.51 90.78 90.93 91.32 92.78 94.65 93.73
0.09 84.49 86.63 86.15 88.42 92.23 92.83 93.72 95.29

Πίνακας 6.2: MNIST: Ακρίβεια Μορφολογικού δικτύου µόνο µε όρους dilation στο κρυφό επίπεδο για
διάφορους ρυθµούς µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο.

Παρατηρούµε ότι η αύξηση των νευρώνων στο κρυφό επίπεδο οδηγεί σε βελτίωση της ακρίβειας. Αυτό είναι
αναµενόµενο, καθώς η αύξηση των νευρώνων συνεπάγεται µεγαλύτερη εκφραστικότητα του µοντέλου. Επιπλέον,
παρατηρούµε ότι ο αλγόριθµος βελτιστοποίησης adam παράγει καλύτερα αποτελέσµατα. Η συµπεριφορά των

1
υπερπαράµετροι για τον αλγόριθµο Adam επιλέγονται οι προκαθοριµένες/προτεινόµενες: β1 = 0.99, β2 = 0.9.
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αλγορίθµων βελτιστοποίησης είναι αξιοσηµείωτη. Η Στοχαστική Κατάβαση Κλίσεων παράγει πολύ χαµηλά
ποσοστά επιτυχίας για χαµηλούς ρυθµούς µάθησης. Αυτό σηµαίνει ότι απαιτούνται πολύ περισσότερες εποχές
από τις 50 που χαρακτηρίζουν το παραπάνω πειραµατικό πλαίσιο. Μία άλλη εξήγηση είναι ότι ο αλγόριθµος
έχει φτάσει σε κάποιο τοπικό ελάχιστο και η χαµηλή τιµή του ρυθµού µάθησης, σε συνδυασµό µε την έλλειψη
momentum, αποτελεί τροχοπέδη στην απόδραση από αυτό. Αντίθετα, ο αλγόριθµος adam συµπεριφέρεται
βέλτιστα στο άλλο άκρο του φάσµατος τιµών ρυθµού µάθησης. Παράλληλα, όµως, επιδεικνύει πολύ χαµηλότερη
διακύµανση, γεγονός που επισηµαίνει την ευρωστία του (robustness).

Εκτός από τις απόλυτες τιµές των µέτρων απόδοσης στο σύνολο των test δεδοµένων, αξίζει να εντρυφή-
σουµε στην πρόοδο της ακρίβειας στο validation set κατά τις εποχές. Στο σχήµα 6.2.2 φαίνεται η εν λόγω
πρόοδος, όπου µε µπλε και πράσινες αποχρώσεις απεικονίζονται τα δεδοµένα για τους αλγορίθµους Adaptive
Moment Estimation (adam) και Stochastic Gradient Descent (SGD) αντίστοιχα. Είναι φανερό ότι ο adam
επιτυγχάνει υψηλά ποσοστά επιτυχίας από την πρώτη κιόλας εποχή, ενώ ο απλούστερος αλγόριθµος της στο-
χαστικής κατάβασης κλίσεων (SGD) απαιτεί αρκετές εποχές για να συγκλίνει. Ωστόσο, οι υψηλές τιµές ρυθµού
µάθησης αποδεικνύονται ζηµιοφόρες για τον αλγόριθµο adam και, για το λόγο αυτό, συµπεραίνουµε ότι είναι
βέλτιστη η χρήση χαµηλών ρυθµών. Τα πειράµατά µας επιβεβαιώνουν ότι µία καλή επιλογή είναι η η = 0.001.
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Σχήµα 6.2.2: Σύγκριση ακρίβειας στο validation set του MNIST ανά τις εποχές εκπαίδευσης για τους
optimizers Stochastic Gradient Descent & Adaptive Momentum Estimation.

Στη συνέχεια, παρουσιάζουµε τα αποτελέσµατα για µορφολογικά δίκτυα ενός κρυφού επιπέδου µε αποκλειστικά
όρους erosion (βλ. πίνακα 6.3). Κατά τα άλλα, το πειραµατικό πλαίσιο παραµένει αναλλοίωτο. Η απόδοση
των µοντέλων εµφανίζει σαφή πτώση από τα µοντέλα διαστολής. Ωστόσο, η συµπεριφορά του ταξινοµητή είναι
ποιοτικά εφάµιλλη µε το προηγούµενο δίκτυο, καθώς ο adam εξακολουθεί να είναι ο πιο εύρωστος αλγόριθµος.
Αντίθετα µε το δίκτυο διαστολής, οι βέλτιστες τιµές ρυθµών µάθησης εντοπίζονται στο κέντρο του φάσµατος.
Οι χαµηλοι ρυθµοί µάθησης αποτελούν απαγορετική επιλογή για τη Στοχαστική Κατάβαση Κλίσεων, σύµφωνα
και µε τα πειράµατα στα µοντέλα συστολής.
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Adaptive Momentum Estimation Stochastic Gradient Descent

η 24 32 64 128 24 32 64 128

0.001 79.19 80.39 89.27 92.62 40.13 49.65 50.70 54.44
0.003 72.28 82.94 89.97 93.57 58.87 59.23 77.01 81.62
0.005 70.06 82.36 91.16 94.09 68.81 72.62 78.67 85.70
0.007 82.12 85.19 91.45 94.91 68.25 72.10 80.04 85.65
0.009 80.47 86.24 91.14 94.13 71.76 73.70 81.27 85.95
0.01 78.40 84.89 91.74 94.46 67.76 69.72 83.08 88.12
0.03 84.30 87.12 89.77 93.07 75.01 77.57 87.98 89.87
0.05 82.33 82.61 86.85 89.92 74.08 82.40 85.08 90.67
0.07 81.31 84.37 86.48 87.63 75.75 78.66 85.25 91.68
0.09 78.08 82.19 86.76 83.70 74.01 75.39 86.21 91.63

Πίνακας 6.3: MNIST: Ακρίβεια Μορφολογικού δικτύου µόνο µε όρους erosion στο κρυφό επίπεδο για
διάφορους ρυθµούς µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο.

Στο σηµείο αυτό, συνδυάζουµε τις παραπάνω αρχιτεκτονικές χρησιµοποιώντας και από τις δύο κατηγορίες όρων
(dilation, erosion). Διατηρούµε το συνολικό πλήθος των νευρώνων του κρυφού επιπέδου ίδιο, διασπώντας το σε
µισούς όρους dilation και µισούς erosion. Επιπλέον, επεκτείνουµε το πειραµατικό περιβάλλον και σε µοντέλα µε
περισσότερους νευρώνες. Τα αποτελέσµατα παρουσιάζονται στον πίνακα 6.4, όπου παρατηρούµε σαφή βελτίωση
στους ταξινοµητές.

Οι νευρώνες dilation και erosion δηµιουργούν διαφορετικά features ως εισόδους για τα επόµενα επίπεδα. Καθώς
τα πειράµατα αφορούν ΄Οραση Τπολογιστών, αξίζει να σηµειωθεί ότι για τις µονοκάναλες (γκρίζες) εικόνες,
υψηλές τιµές σε pixels αντιστοιχούν σε φωτεινές περιοχές, ενώ χαµηλές τιµές αντιστοιχούν σε σκοτεινές.
Συνεπώς, οι νευρώνες dilation επικεντρώνονται στην πληροφορία που κωδικοποιούν τα φωτεινά σηµεία και οι
όροι erosion στις σκοτεινές περιοχές. Οι µεικτές αρχιτεκτονικές περιλαµβάνουν και τους δύο τύπους νευρώνουν.
΄Αρα, ο εν λόγω ταξινοµητής αξιοποιεί και τις δύο πηγές πληροφοριών. Το αποτέλεσµα είναι η βελτίωση της
απόδοσης, γεγονός που είναι εµφανές στον πίνακα 6.4.

Adaptive Momentum Estimation Stochastic Gradient Descent

η 24 32 64 128 256 400 24 32 64 128 256 400

0.001 89.75 92.19 94.92 96.47 97.42 97.63 51.17 49.12 56.19 55.22 61.15 61.84
0.003 90.08 91.57 94.76 96.59 96.83 97.26 63.58 73.65 79.86 81.9 83.8 84.38
0.005 90.16 90.55 94.67 96.44 97.17 97.09 76.52 81.65 84.37 86.63 88.07 87.88
0.007 89.51 91.33 94.15 95.52 95.81 95.55 77.42 81.66 85.76 87.61 89.19 89.24
0.009 89.79 92.16 94.67 95.44 96.13 96.49 78.16 84.49 88.38 88.69 90.01 90.28
0.01 90.22 91.62 93.99 95.80 95.47 95.96 79.57 84.43 88.60 89.88 90.39 90.81
0.03 89.80 90.53 94.06 92.79 93.85 94.09 86.42 88.72 91.67 93.21 93.68 94.06
0.05 87.44 89.73 91.74 91.91 90.52 87.68 87.08 89.01 93.00 94.14 94.64 94.32
0.07 85.74 86.83 90.35 88.15 91.33 91.78 88.32 89.80 92.79 94.36 95.05 95.68
0.09 82.97 85.37 87.56 87.23 89.01 87.14 89.10 90.00 92.73 94.73 95.74 96.07

Πίνακας 6.4: MNIST: Ακρίβεια Μορφολογικού δικτύου µε ισάριθµους όρους dilation και erosion στο κρυφό
επίπεδο για διάφορους ρυθµούς µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο.

Επεκτείνουµε το παραπάνω υβριδικό δίκτυο προσθέτοντας ένα δεύτερο κρυφό επίπεδο. Από τα προηγούµενα
αποτελέσµατα παρατηρούµε ότι οι βέλτιστες αποδόσεις επιτυγχάνονται µε τον αλγόριθµο adam για χαµηλούς
ρυθµούς µάθησης. Για το λόγο αυτό, µεταβάλλουµε το πειραµατικό πλαίσιο ώστε να περιλαµβάνει αποκλειστικά
µοντέλα εκπαιδευµένα µε Adaptive Moment Estimation και ρυθµούς µάθησης η ∈ {0.001, 0.002, . . . , 0.005}.
΄Οσον αφορά το πλήθος και το είδος των νευρώνων των κρυφών επιπέδων, επιλέγουµε n όρους dilation και
n όρους erosion στο πρώτο κρυφό επίπεδο, ενώ το δεύτερο επίπεδο αποτελείται από τους µισούς νευρώνες
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διατηρώντας την 50− 50 αναλογία.

Μία ιδιαίτερα σηµαντική αλλαγή εντοπίζεται στην αύξηση των εποχών µάθησης από 50 σε 200. Η χρήση µεικτών
επιπέδων διαστολής και συστολής σε σειρά παράγει ενεργοποιήσεις εφάµιλλες µε µορφολογικά openings και
closings (βλ. § 5.4). Αυτό, ωστόσο, επιδεινώνει το πρόβληµα διάδοσης κλίσης (gradient propagation) και, ως
αποτέλεσµα, απαιτείται περισσότερος χρόνος για την εκπαίδευση του δικτύου συγκριτικά µε τις προηγούµενες
αρχιτεκτονικές ενός κρυφού επιπέδου. Τα αποτελέσµατα παρουσιάζονται στον πίνακα 6.5. Παρατηρούµε ότι η
αύξηση της πολυπλοκότητας του µοντέλου δεν επιφέρει βελτίωση στην απόδοση αφού τα αποτελέσµατα είναι
εφάµιλλα του δικτύου µε ένα µεικτό κρυφό επίπεδο (βλ. πίνακα 6.4). Ενδέχεται ο πιο ενδελεχής πειραµατισµός
για τις αρχιτεκτονικές, ως προς το πλήθος κόµβων σε κάθε επίπεδο, και τις υπερπαραµέτρους, όπως πλήθος
εποχών µάθησης καθώς και ρυθµός µάθησης, να οδηγήσουν σε καλύτερα αποτελέσµατα για το δίκτυο 2 κρυφών
επιπέδων.

η
n 24 32 64 128 256 400

0.001 86.57 90.76 94.21 96.22 96.6 96.91
0.002 91.20 91.66 94.76 95.90 96.61 96.85
0.003 90.76 90.94 95.15 95.94 96.67 96.82
0.004 90.19 91.06 94.49 95.76 97.08 96.74
0.005 91.58 91.52 94.55 96.33 95.92 97.09
0.006 90.75 92.51 94.99 95.99 95.52 95.93
0.007 90.39 92.57 94.94 96.20 95.93 95.84
0.008 90.29 91.81 94.76 95.79 96.44 95.49
0.009 91.07 92.73 94.00 96.00 95.94 96.47
0.01 90.01 92.43 94.67 94.37 96.45 96.68

Πίνακας 6.5: MNIST: Ακρίβεια Μορφολογικού δικτύου µε δύο κρυφά επίπεδα για διάφορους ρυθµούς µάθησης
η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο. Κάθε κρυφό επίπεδο αποτελείται από ισάριθµους

όρους dilation και erosion.

6.2.2 Σύνολο Δεδοµένων FashionMNIST
Στην εποχή του Deep Learning, το σύνολο δεδοµένων MNIST έχει πάψει να αποτελεί πρόκληση για τους
ερευνητές, καθώς αρχιτεκτονικές έχουν καταφέρει ποσοστά επιτυχίας άνω του 99.7%. Επιπλέον, σε πολλές
περιπτώσεις µπορούµε να αποφανθούµε για ένα πρότυπο εστιάζοντας σε λίγα pixels ή ακόµα και σε ένα. Για το
λόγο αυτό, οι Xiao, Rasul, and Vollgraf προτείνουν το σύνολο δεδοµένων FashionMNIST [XRV17] ως άµεσο
αντικαταστάτη του MNIST, αφού αποτελείται από τον ίδιο αριθµό προτύπων (10) και οι εικόνες έχουν την ίδια
διάσταση (28 × 28 pixels). Το σύνολο δεδοµένων αποτελείται από 70, 000 εικόνες αντικειµένων ρουχισµού.
Στην εικόνα 6.2.3 παρατίθενται ορισµένα παραδείγµατα των εικόνων.

Σχήµα 6.2.3: Παραδείγµατα από το FashionMNIST dataset

Σε συνέχεια των πειραµάτων στο σύνολο δεδοµένων MNIST, xρησιµοποιούµε το ίδιο πειραµατικό πλαίσιο για
το σύνολο δεδοµένων FashionMNIST, διασπώντας το σύνολο δεδοµένων σε 50, 000 πρότυπα training, 10, 000
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validation και 10, 000 testing. Ξεκινούµε, λοιπόν, µε µορφολογικό δίκτυο ενός κρυφού επιπέδου µε αποκλειστικά
νευρώνες διαστολής. Τα αποτελέσµατα παρουσιάζονται στον πίνακα 6.6. Η επιλογή βήµατος µάθησης η = 0.007
για τον αλγόριθµο adam αποφέρει τα βέλτιστα αποτελέσµατα. Τα αποτελέσµατα επιβεβαιώνουν ότι η αύξηση
των νευρώνων αποτελεί ευεργετικό παράγοντα γαι την απόδοση του µοντέλου.

Adaptive Momentum Estimation Stochastic Gradient Descent

η 24 32 64 128 24 32 64 128

0.001 78.89 80.98 83.22 84.70 29.67 30.21 30.74 29.84
0.003 79.63 80.92 84.09 84.79 54.54 57.42 55.19 58.35
0.005 77.84 80.72 82.81 85.24 59.45 66.08 68.04 66.60
0.007 79.20 80.74 83.01 85.92 67.89 67.73 71.84 71.77
0.009 79.03 80.19 83.63 85.23 69.40 69.07 73.24 73.07
0.01 79.49 80.66 83.88 79.28 71.06 71.63 73.10 74.45
0.03 79.58 80.30 82.31 82.33 75.48 73.33 77.75 78.88
0.05 78.36 78.61 80.26 82.22 76.46 77.51 79.14 80.47
0.07 76.46 77.08 79.82 77.36 74.98 77.75 80.41 81.21
0.09 74.11 75.64 76.90 77.75 76.46 77.56 80.12 78.72

Πίνακας 6.6: FashionMNIST: Ακρίβεια Μορφολογικού δικτύου µόνο µε όρους dilation στο κρυφό επίπεδο για
διάφορους ρυθµούς µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο.

Επιπλέον, παρατηρούµε ότι η πρόδοος στην απόδοση του νευρωνικού δικτύου στο validation set είναι σαφώς
ανώτερη µε την επιλογή του αλγορίθµου adam για εκπαίδευση. Σύµφωνα µε το σχήµα 6.2.4 ο αλγόριθµος
Stochastic Gradient Descent απαιτεί πολλές εποχές ώστε να επιτύχει απόδοση συγκρίσιµη µε αυτή του adam.
Μάλιστα, για τη µικρότερη τιµή του ρυθµού µάθησης, η = 0.001, η απόδοση του µοντέλου υστερεί για πολλές
εποχές σε σχέση µε τις άλλες παραµετροποιήσεις. Η εκπαίδευση εγκλωβίζεται σε τοπικό ελάχιστο. Αυτό είναι
εµφανές από το γεγονός ότι η ανοιχτή πράσινη γραµµή αντιστοιχεί σε ιδιαίτερα χαµηλότερα αποτελέσµατα, τα
οποία σταθεροποιούνται στο ήµισυ της εκπαίδευσης.
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Σχήµα 6.2.4: Σύγκριση ακρίβειας στο validation set του FashionMNIST ανά τις εποχές εκπαίδευσης για τους
optimizers Stochastic Gradient Descent & Adaptive Momentum Estimation.
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Τα πειράµατα συνεχίζουν µε µορφολογικά νευρωνικά δίκτυα ενός κρυφού επιπέδου µε αποκλειστικά κόµβους
συστολής. Τα αποτελέσµατα παρουσιάζονται στον πίνακα 6.7 και εµφανίζουν τόσο οµοιότητες όσο και διαφορές
µε την προηγούµενη αρχιτεκτονική. Πιο συγκεκριµένα, η αύξηση των νευρώνων εξακολουθεί να βελτιώνει την
απόδοση του µοντέλου. Αντιθέτως, ο αλγόριθµος Στοχαστικής Κατάβασης Κλίσεων παρουσιάζει καλύτερα
αποτελέσµατα για µεγαλύτερους ρυθµούς µάθησης.

Adaptive Momentum Estimation Stochastic Gradient Descent

η 24 32 64 128 24 32 64 128

0.001 79.17 81.48 83.79 86.13 48.05 61.74 62.82 69.08
0.003 80.40 81.10 83.48 85.47 63.38 65.09 71.47 76.54
0.005 80.53 80.78 84.38 85.46 67.89 74.42 75.75 78.40
0.007 77.78 80.76 84.00 85.41 70.15 73.96 76.84 79.60
0.009 79.20 81.87 84.04 85.63 72.94 70.91 77.81 80.35
0.01 79.91 80.94 83.83 85.16 73.29 75.23 78.89 80.19
0.03 79.85 80.90 83.26 81.13 77.22 77.79 81.11 82.75
0.05 77.18 79.24 79.55 75.69 77.11 79.43 81.74 83.95
0.07 76.12 75.30 78.88 79.28 77.38 79.04 81.90 84.18
0.09 75.49 75.73 74.07 76.11 77.55 78.95 82.44 84.17

Πίνακας 6.7: FashionMNIST: Ακρίβεια Μορφολογικού δικτύου µόνο µε όρους erosion στο κρυφό επίπεδο για
διάφορους ρυθµούς µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο.

Προτού εξετάσουµε αρχιτεκτονικές πολλών κρυφών επιπέδεων, στρέφουµε την προσοχή µας σε αρχιτεκτονικές
µεικτής φύσεως που απαρτίζονται τόσο από νευρώνες erosion όσο και dilation. Χάριν ευκολίας, επιλέγουµε
ισάριθµους νευρώνες από κάθε κατηγορία. Τα αποτελέσµατα φαίνονται στον πίνακα 6.8. Ο αλγόριθµος adam
µε βήµα µάθησης η = 0.001 επιτυγχάνει τη βέλτιστη απόδοση σε αυτή την παραµετροποίηση, αλλά και συγκριτικά
µε τις προηγούµενες αρχιτεκτονικές, βλ. πίνακες 6.6, 6.7.

Adaptive Momentum Estimation Stochastic Gradient Descent

η 24 32 64 128 256 400 24 32 64 128 256 400

0.001 82.05 82.05 85.11 86.76 87.11 88.34 41.54 50.99 60.39 65.79 68.94 66.9
0.003 81.21 83.00 84.74 86.53 86.89 87.37 62.02 64.10 69.33 73.84 74.34 76.42
0.005 81.76 83.16 85.20 86.74 85.21 86.93 62.65 69.25 72.82 76.03 78.09 79.46
0.007 80.41 82.66 83.22 84.12 83.38 86.34 71.36 72.80 75.35 77.61 79.32 80.55
0.009 81.13 82.34 83.99 85.78 85.22 85.46 71.80 71.54 76.26 79.11 80.86 81.72
0.01 81.51 82.40 84.48 86.10 84.34 86.79 72.58 75.08 76.02 78.44 80.66 81.74
0.03 79.46 80.92 82.85 84.78 83.73 83.13 76.08 78.37 80.28 82.32 83.15 84.40
0.05 78.28 79.24 82.08 82.82 82.56 82.13 76.00 79.82 82.42 82.91 83.54 83.98
0.07 76.85 78.34 78.24 80.85 77.49 78.04 76.96 79.70 83.10 83.98 85.25 85.47
0.09 74.62 74.68 75.68 77.83 75.20 75.58 80.08 78.86 83.03 82.74 84.89 86.21

Πίνακας 6.8: FashionMNIST: Ακρίβεια Μορφολογικού δικτύου µε ισάριθµους όρους dilation και erosion στο
κρυφό επίπεδο για διάφορους ρυθµούς µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο.

Τέλος, επεκτείνουµε το µοντέλο σε δύο κρυφά επίπεδα µε µεικτούς νευρώνες. Τα αποτελέσµατα παρουσιάζονται
στον πίνακα 6.9. Τα αποτελέσµατα κινούνται στις ίδιες γραµµές µε το σύνολο δεδοµένων MNIST, καθώς η
αύξηση της πολυπλοκότητας του δικτύου δεν επιφέρει βελτίωση στην απόδοση. Αντίθετα, παρατηρείται µικρή
πτώση σχετικά µε το µεικτό µορφολογικό επίπεδο (βλ. πίνακα 6.8). Εποµένως, απαιτείται βαθύτερη αναζήτηση
των αρχιτεκτονικών, των συνδυασµών που αφορούν τους αριθµούς κόµβων ανά επίπεδο και το πλήθος εποχών
εκπαίδευσης.
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η
n 24 32 64 128 256 400

0.001 81.21 81.95 83.78 85.83 86.53 85.8
0.002 80.63 82.43 84.07 86.12 85.69 87.23
0.003 81.67 82.19 84.98 85.88 86.50 85.46
0.004 81.70 83.60 84.67 85.97 86.84 87.14
0.005 81.16 82.07 85.05 84.73 85.00 87.47
0.006 82.49 82.83 85.34 86.13 86.17 86.37
0.007 82.14 82.78 85.28 85.80 87.12 86.65
0.008 81.18 82.52 85.20 86.05 86.11 85.91
0.009 79.99 83.03 84.73 85.70 87.04 84.12
0.01 81.00 81.62 85.20 86.51 85.69 86.76

Πίνακας 6.9: FashionMNIST: Ακρίβεια Μορφολογικού δικτύου µε δύο κρυφά επίπεδα για διάφορους ρυθµούς
µάθησης η. Εξετάζονται διάφορα πλήθη νευρώνων στο κρυφό επίπεδο. Κάθε κρυφό επίπεδο αποτελείται από

ισάριθµους όρους dilation και erosion.

6.2.3 Οµαλοποιηµένα Μορφολογικά Δίκτυα

Στην παράγραφο 5.3.2, µελετήθηκε µία οµαλοποιηµένη έκδοση των µορφολογικών δικτύων. Αξίζει, λοιπόν,
η αξιολόγηση τέτοιων αρχιτεκτονικών. Τα πειράµατα επικεντρώνονται στην επιρροή της υπερπαραµέτρου
"σκληρότητας" β. Για το λόγο αυτό, επιλέγονται οι υπερπαράµετροι που οδηγούν στη βέλτιστη από-
δοση: αλγόριθµος βελτιστοποίησης Adaptive Momentum Estimation µε χαµηλούς ρυθµούς µάθησης η ∈
{0.001, 0.003, 0.005, 0.007, 0.009}. Η εκπαίδευση διαρκεί 100 εποχές. Η αρχιτεκτονική έγκειται σε µεικτό
µορφολογικό επίπεδο µε n = 200 οµαλοποιηµένες διαστολές και ισάριθµες οµαλοποιηµένες συστολές. Τα
αποτελέσµατα για τα σύνολα δεδοµένων MNIST και FashionMNIST παρουσιάζονται στους πίνακες 6.10 και 6.11,
αντίστοιχα.

η
β

β=1 β=2 β=4 β=8 β=20

0.001 88.10 93.85 96.22 97.78 97.30
0.003 89.03 94.69 96.54 97.24 97.08
0.005 89.11 96.67 97.84 96.50 96.55
0.007 94.79 96.90 97.48 97.14 96.63
0.009 95.64 96.59 97.25 97.03 96.28

Πίνακας 6.10: MNIST: Ακρίβεια Μορφολογικού δικτύου µε 200 όρους οµαλοποιηµένων dilation και 200 όρους
οµαλοποιηµένων erosion στο κρυφό επίπεδο για διάφορους ρυθµούς µάθησης η. Εξετάζεται η επίδραση της

υπερπαραµέτρου σκληρότητας β.

η
β

β=1 β=2 β=4 β=8 β=20

0.001 76.95 82.28 85.11 86.67 87.08
0.003 72.41 82.51 86.17 84.95 86.44
0.005 80.80 85.40 87.13 86.89 86.34
0.007 83.76 85.29 84.19 85.04 85.02
0.009 82.24 85.04 86.29 85.48 85.57

Πίνακας 6.11: FashionMNIST: Ακρίβεια Μορφολογικού δικτύου µε 200 όρους οµαλοποιηµένων dilation και
200 όρους οµαλοποιηµένων erosion στο κρυφό επίπεδο για διάφορους ρυθµούς µάθησης η. Εξετάζεται η

επίδραση της υπερπαραµέτρου σκληρότητας β.
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Μία παρατήρηση που χρήζει µνείας αφορά το χρόνο εκπαίδευσης. Ακόµα και για το ρηχό επιπεδο που εξετάζουµε
(µόνο ένα κρυφό επίπεδο), η οµαλοποιηµένη εκδοχή των µορφολογικών τελεστών οδηγεί σε σηµαντική αύξηση
του χρόνου εκπαίδευσης. Αυτό οφείλεται στην πολυπλοκότητα ενός Log-Sum-Exp όρου σε αντίθεση µε τον
τελεστή max.

6.2.4 Pruning Νευρωνικών Δικτύων

Τα state-of-the-art µοντέλα της Βαθιάς Μηχανικής Μάθησης (Deep Learning) αποτελούνται από εκατοµµύρια
παραµέτρους διασκορπισµένες σε δεκάδες επίπεδα. Στον πίνακα 6.12 παρέχονται ορισµένα παραδείγµαατα. Οι
απαιτήσεις σε µνήµη είναι υψηλές και ο όγκος δεδοµένων καθιστά αναποτελεσµατική τη χρήση τους. Αντι-
θέτως, η εξέλιξη των βιολογικών συστηµάτων έχει οδηγήσει σε αραιές αναπαραστάσεις. Συνεπώς, ερευνητική
προσπάθεια καταβάλλεται για τη συµπίεση των σύνθετων µοντέλων µέσω της µείωσης των παραµέτρων δίχως να
θυσιάζεται η απόδοση [HZS17]. Αυτές οι τεχνικές µειώνουν τη µνήµη, την µπαταρία και, γενικότερα, τις απαιτή-
σεις στο hardware. Επιπλέον, επιτρέπουν τη χρήση µοντέλων στο υπολογιστικό νέφος (cloud) για πολλούς
χρήστες ή σε φορητές συσκευές, όπως smartphones, για προσωπική χρήση. Το τελευταίο πεδίο ενδιαφέροντος
αποκτά ιδιαίτερη σηµασία και για λόγους ιδιωτικότητας δεδοµένων.

Μοντέλο ΄Ετος Δηµοσίευσης # Επιπέδων # Παραµέτρων

AlexNet 2012 11 62,378,344
Resnet 2015 - 25,636,712
VGG16 2015 23 138,357,544

Πίνακας 6.12: Πλήθος παραµέτρων σε γνωστές αρχιτεκτονικές. Πηγή

Στο πλαίσιο των τροπικών µαθηµατικών έχει µελετηθεί το πρόβληµα εύρεσης αραιών λύσεων και το ζήτηµα του
pruning. Οι Smyrnis, Maragos, and Retsinas αναπτύσσουν µία γεωµετρική µέθοδο διαίρεσης πολυωνύµων στον
τροπικό ηµιδακτύλιο µε στόχο την ελαχιστοποίηση νευρωνικών δικτύων [SMR20], ενώ στη συνέχεια οι Smyrnis
and Maragos επεκτείνουν τον αλγόριθµο σε προβλήµατα ταξινόµησης πολλών κλάσεων [SM20]. Παράλληλα, οι
Tsiamis and Maragos µελετούν την αραιότητα max-plus συστηµάτων, όπως (6.1.1), συνδέοντας τις λύσεις µε
το πρόβληµα του pruning.

Τα µορφολογικά νευρωνικά δίκτυα παράγουν εκ φύσεως αραιές ενεργοποιήσεις, καθώς οι τελεστές επιλέγουν
µονοσήµαντα εισόδους. Συνεπώς, οι τεχνικές µείωσης παραµέτρων δύναται να εφαρµοστούν επιτυχώς για τις
αρχιτεκτονικές που εξερευνήθηκαν στα προηγούµενα πειράµατα. Εξετάζονται οι αρχιτεκτονικές µε ένα κρυφό
επίπεδο. Μπορεί να εφαρµοστεί κλάδεµα στις ακµές µεταξύ επιπέδων εισόδου και κρυφού είτε µεταξύ κρυφού
επιπέδου και εξόδου. Απεικονίζονται κατ’ αντιστοιχία οι ενεργοποιήσεις στις εικόνες 6.2.7 και 6.2.5.

Οι εικόνες είναι διαφωτιστικές. Επιλέγεται η απεικόνιση δικτύου µε 64 νευρώνες διαστολής και 0 διαστολής
(ώστε να προκύπτει πλέγµα 8 × 8). Κάθε εικόνα του πλέγµατος αντιστοιχεί σε ένα νευρώνα του κρυφού
επιπέδου και έχει µέγεθος 28 × 28 pixels όπως και τα διανύσµατα εισόδου (εικόνες του συνόλου MNIST). Ο
αλγόριθµος εκπαίδευσης είναι η Στοχαστική Κατάβαση Κλίσεων (SGD). Αναλυτικότερα, το επίπεδο γραµµικού
συνδυασµού, το οποίο συµπίπτει µε την έξοδο του δικτύου µε 10 νευρώνες, δεν είναι καθόλου αραιό. Αυτό είναι
αναµενόµενο, καθώς υπολογίζει ένα σταθµισµένο άθροισµα των ενεργοπoιήσεων του προηγούµενου επιπέδου.
Αντίθετα, το µορφολογικό επίπεδο είναι ιδιαίτερα αραιό. Αυτό είναι εµφανές από το σχήµα 6.2.7, όπου η ένταση
του pixel συνεπάγεται την τιµή της ενεργοποίησης: τα πιο ανοιχτά pixels αφορούν υψηλές τιµές. Σε ορισµένους
νευρώνες, αρκούν πολύ λίγα pixels από τα 28 × 28 = 784 διαθέσιµα, γεγονός που υποδηλώνει δυνατότητες
pruning.

Εξετάζονται δύο µέθοδοι pruning:

• Πρώτη Μέθοδος. Aντιστοιχεί σε pruning σύµφωνα µε τη νόρµα `1. Αφαιρείται ένα συγκεκριµένο
ποσοστό από τις µονάδες µε τη χαµηλότερη `1 νόρµα. Εξετάζεται η απόδοση του µοντέλου για διάφορα
ποσοστά διατήρησης µονάδων p ∈ P. Επιλέγεται έλεγχος ανά διαστήµατα της τάξης του 10% έως

ότου διατηρηθεί το 10% και στη συνέχεια µελετάται η απόδοση του µοντέλου για µονοψήφια ποσοστά
διαχείρησης. Με άλλα λόγια, P = {100, 90, 80, 70, 60, 50, 40, 30, 20, 10, 9, 8, 7, 6, 5, 4, 3, 2, 1}%. Αξίζει να
σηµειωθεί ότι οι ενεργοποιήσεις του κρυφού επιπέδου λαµβάνουν αρνητικές τιµές αλλά πολύ χαµηλές.
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Ουσιαστικά, λοιπόν, το pruning µε `1 νόρµα αντιστοιχεί σε διατήρηση µόνο των υψηλών θετικών τιµών
σε αυτή την περίπτωση. Τα αποτελέσµατα αφορούν δίκτυα διαστολής και µεικτά. Για το σύνολο δεδοµένων
MNIST, τα αποτελέσµατα για δίκτυο διαστολής και µεικτό παρουσιάζονται στους πίνακες 6.13 και 6.14,
αντίστοιχα. Για το σύνολο δεδοµένων FashionMNIST, τα αποτελέσµατα βρίσκονται στους πίνακες 6.15
και 6.16, αντίστοιχα.

• Δεύτερη Μέθοδος. Η δεύτερη µέθοδος είναι ευριστική. Αναζητά τις µονάδες µε µέγιστη ενερ-
γοποίηση σε κάθε νευρώνα. Στη συνέχεια, διατηρεί αποκλειστικά τις µονάδες του εν λόγω νευρώνα
που υπερβαίνουν ένα κατώφλι. ΄Εστω, λοιπόν, M η µέγιστη ενεργοποίηση του νευρώνα και p ∈ (0, 1) η
παράµετρος κατωφλίου. Τότε, διατηρούνται οι ενεργοποιήσεις m που ικανοποιούν τη συνθήκη m > p ·M .
Τα πειράµατα περιορίζονται σε µεικτές αρχιτεκτονικές µε υψηλό αριθµό νευρώνων. Παρουσιάζονται τα
αποτελέσµατα για τα σύνολα MNIST και FashionMNIST στους πίνακες 6.17 και 6.18. Σε παρενθέσεις,
επισηµειώνεται το ποσοστό (%) του αρχικού δικτύου που διατηρείται.

Συµπεράσµατα Αµφότερες οι µέθοδοι επιτυχγάνουν συµπίεση του δικτύου. Μάλιστα, υψηλές τιµές
συµπίεσης (90 − 95%) επιφέρουν µηδαµινή πτώση του ποσοστού επιτυχίας. Η παρατήρηση αυτή ισχύει ακόµα
και για πολύ µικρά δίκτυα (πχ µε 24 νευρώνες στο κρυφό επίπεδο), όπου η χρήση αποκλειστικά 3% των µονάδων
συνεπάγεται ότι χρησιµοποιούνται λιγότερες από 1000 µονάδες στο µορφολογικό επίπεδο.

Αξιοσηµείωτη είναι η ευρωστία που επιδεικνύουν οι αναπαραστάσεις που προκύπτουν από τον αλγόριθµο
βελτιστοποίησης της Στοχαστικής Κατάβασης Κλίσης. Χαρακτηριστικό παράδειγµα αποτελεί η περίπτωση του
µεικτού δικτύου για το σύνολο δεδοµένων MNIST (βλ. πίνακα 6.14), όπου οι στήλες για τον αλγόριθµο SGD
παρουσιάζουν ελάχιστη διακύµανση. Ιδιαίτερα για µεγαλύτερα δίκτυα (l ≥ 128), η απόδοση της πρώτης και
της τελευταίας γραµµής, δηλαδή ολόκληρου του δικτύου και του δικτύου µε το 1% του κρυφού επιπέδου είναι
πανοµοιότυπη.

Παρόµοια συµπεριφορά χαρακτηρίζει τον αλγόριθµο Adaptive Momentum Estimation (adam), µόνο που το
κατώφλι φαίνεται να είναι στο 3%, καθώς η συµπίεση πέρα από αυτό οδηγεί σε µεγάλες πτώσεις στην απόδοση.
Ποιοτικά, αυτό εξηγείται από την εικόνα 6.2.6, όπου συγκρίνονται οι ενεργοποιήσεις που προκύπτουν από τους
δύο αλγορίθµους για ίδια αρχιτεκτονική (επιλέγονται οι 4 πρώτοι νευρώνες για δίκτυο µε µόνο 64 διαστολές
στο κρυφό επίπεδο). Ο αλγόριθµος Adam χρησιµοποιεί περισσότερες µονάδες και σκιαγραφεί, τρόπον τινά,
τα διάφορα ψηφεία. Συνεπώς, το κατώφλι 3% επιτρέπει τη διατήρηση αυτών των µονάδων και δεν επιφέρει
µεταβολές στην απόδοση.

Τέλος, εστιάζουµε στη σύγκριση των δύο µεθόδων. Η πρώτη µέθοδος παράγει οµοιόµορφο κλάδεµα στους
νευρώνες, ενώ η δεύτερη εξαρτάται από τις τιµές ενεργοποίησης στον καθένα. Και στις δύο περιπτώσεις,
η συµπίεση του δικτύου είναι σηµαντική και οι αποδόσεις των δύο µεθόδων συγκρίσιµες. Από τους πίνακες,
µπορούµε να αποφανθούµε ότι η δεύτερη µέθοδος συνδυάζεται βέλτιστα µε τον αλγόριθµο Adaptive Momentum
Estimation, ενώ τα µοντέλα που έχουν εκπαιδευθεί µε Στοχαστική Κατάβαση Κλίσης συµπεριφέρονται βέλτιστα
στην πρώτη µέθοδο pruning. Αυτές οι παρατηρήσεις βασίζονται σε σύγκριση των ποσοστών επιτυχίας στα test
δεδοµένα για ίδια ποσοστά διατήρησης των συνδέσεων του αρχικού δικτύου. Τέλος, αξίζει να σηµειωθεί ότι η
δεύτερη µέθοδος είναι πιο εύχρηστη, καθώς η επιλογή τιµών για την παράµετρο p είναι πιο διαισθητική από την
επιλογή ακριβούς ποσοστού για κλάδεµα.

Για παράδειγµα, για p = 0.2 διατηρείται λιγότερο από 5% των συνδέσεων για το σύνολο δεδοµένων MNIST και
10% των συνδέσεων για το σύνολο δεδοµένων FashionMNIST. Η επιλογή µίας τέτοιας τιµής συµβαδίζει µε τη
διαίσθηση, καθώς γνωρίζουµε ότι διατηρούνται οι "σηµαντικές" συνδέσεις και γνωρίζουµε εκ των προτέρων ότι
η απόδοση του εναποµείνοντος δικτύου θα είναι συγκρίσιµη µε το αρχικό. Αντίθετα, η επιλογή των αντίστοιχων
ποσοστών µπορεί να αποδειχθεί ζηµιογόνα, ιδιαίτερα σε πιο σύνθετα σύνολα δεδοµένων.
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Σχήµα 6.2.5: MNIST: ενεργοποιήσεις επιπέδου γραµµικού συνδυασµού

(a) Adaptive Momentum Estimation (b) Stochastic Gradient Descent (SGD)

Σχήµα 6.2.6: Σύγκριση ενεργοποιήσεων σε σχέση µε αλγόριθµο βελτιστοποίησης
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Σχήµα 6.2.7: MNIST: ενεργοποιήσεις µορφολογικού επιπέδου
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Adaptive Momentum Estimation Stochastic Gradient Descent

24 32 64 128 24 32 64 128

100% 92.47 94.36 95.57 96.90 92.23 92.83 93.72 95.29
90% 92.46 94.35 95.57 96.89 92.23 92.83 93.72 95.29
80% 92.46 94.34 95.52 96.89 92.23 92.83 93.72 95.30
70% 92.46 94.34 95.51 96.89 92.24 92.84 93.71 95.30
60% 92.45 94.29 95.54 96.91 92.22 92.82 93.72 95.31
50% 92.45 94.33 95.47 96.92 92.23 92.80 93.71 95.33
40% 92.52 94.17 95.37 96.86 92.20 92.80 93.73 95.31
30% 92.13 94.03 95.26 96.79 92.17 92.78 93.72 95.33
20% 91.94 93.75 95.10 96.70 92.17 92.73 93.80 95.30
10% 91.53 93.28 94.68 96.47 92.18 92.73 93.77 95.32

9% 91.25 93.16 94.46 96.38 92.18 92.74 93.77 95.32
8% 90.66 93.05 94.42 96.22 92.18 92.74 93.75 95.32
7% 90.39 92.98 94.54 96.19 92.18 92.74 93.76 95.31
6% 90.36 92.92 94.37 96.10 92.18 92.74 93.77 95.31
5% 90.31 92.39 93.80 96.07 92.17 92.74 93.77 95.32
4% 89.96 92.31 93.61 95.89 92.17 92.74 93.78 95.28
3% 87.60 90.35 92.95 95.44 92.13 92.75 93.76 95.27
2% 76.16 76.90 86.73 92.27 91.98 92.67 93.68 95.23
1% 37.68 60.74 55.74 74.15 90.02 91.95 93.21 95.12

Πίνακας 6.13: MNIST: Αξιολόγηση της επίδρασης της πρώτης µεθόδου Pruning στην ακρίβεια του
Μορφολογικού δικτύου µόνο µε όρους Dilation

Adaptive Momentum Estimation Stochastic Gradient Descent

24 32 64 128 256 400 24 32 64 128 256 400

100% 89.75 92.19 94.75 96.47 97.42 97.63 89.10 90.00 92.73 94.73 95.74 96.07
90% 89.76 92.20 94.76 96.48 97.41 97.62 89.09 90.01 92.73 94.74 95.74 96.07
80% 89.76 92.20 94.76 96.49 97.40 97.64 89.09 90.01 92.74 94.73 95.73 96.07
70% 89.78 92.22 94.73 96.52 97.43 97.61 89.07 90.01 92.73 94.73 95.73 96.08
60% 89.74 92.23 94.68 96.47 97.37 97.61 89.08 89.99 92.73 94.72 95.73 96.05
50% 89.75 92.17 94.55 96.43 97.38 97.55 89.09 89.97 92.74 94.72 95.75 96.05
40% 89.70 92.18 94.48 96.44 97.29 97.50 89.06 89.96 92.71 94.73 95.72 96.03
30% 89.52 91.93 94.32 96.23 97.24 97.49 89.04 89.96 92.72 94.71 95.74 96.02
20% 89.12 91.84 94.27 96.15 97.24 97.36 89.03 89.91 92.72 94.77 95.73 95.98
10% 89.06 91.59 93.92 95.88 97.20 97.05 89.04 89.92 92.71 94.78 95.69 96.01

9% 88.81 91.56 93.90 95.88 97.21 97.02 89.04 89.91 92.71 94.78 95.70 96.00
8% 88.76 91.37 93.90 95.84 97.17 97.02 89.04 89.91 92.71 94.80 95.72 96.03
7% 88.74 91.33 93.92 95.86 97.13 97.02 89.04 89.91 92.71 94.80 95.73 96.02
6% 88.25 91.29 93.85 95.90 97.10 97.04 89.06 89.91 92.71 94.80 95.73 96.01
5% 88.29 91.35 93.79 95.78 97.10 96.95 89.04 89.91 92.71 94.80 95.71 96.02
4% 87.97 91.12 93.70 95.72 97.05 96.91 89.04 89.93 92.71 94.79 95.73 96.01
3% 86.22 88.99 92.68 94.83 96.12 96.44 89.00 89.92 92.70 94.81 95.70 96.01
2% 76.72 80.82 88.10 92.25 92.20 90.54 88.71 89.71 92.60 94.79 95.70 96.02
1% 53.00 52.66 62.68 83.75 83.64 83.06 85.93 88.07 91.75 94.50 95.62 96.08

Πίνακας 6.14: MNIST: Αξιολόγηση της επίδρασης της πρώτης µεθόδου Pruning στην ακρίβεια του
Μορφολογικού δικτύου µε όρους dilation και erosion στο κρυφό επίπεδο
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Adaptive Momentum Estimation Stochastic Gradient Descent

24 32 64 128 24 32 64 128

100% 78.89 80.98 83.22 84.70 76.46 77.56 80.12 78.72
90% 78.89 80.94 83.23 84.67 76.46 77.56 80.12 78.72
80% 78.89 80.96 83.30 84.69 76.45 77.55 80.12 78.73
70% 78.87 80.96 83.26 84.70 76.43 77.53 80.13 78.77
60% 78.87 80.99 83.22 84.72 76.45 77.53 80.13 78.77
50% 78.88 80.98 83.30 84.63 76.45 77.52 80.06 78.69
40% 78.84 81.01 83.31 84.56 76.47 77.48 80.02 78.68
30% 78.56 80.83 82.96 84.61 76.44 77.46 80.01 78.73
20% 78.42 80.63 82.79 84.39 76.41 77.44 79.92 78.73
10% 77.81 80.24 82.21 84.36 76.49 77.41 79.89 78.84

9% 77.81 80.24 82.25 84.28 76.48 77.41 79.89 78.87
8% 77.66 80.21 82.20 84.16 76.48 77.41 79.90 78.78
7% 77.48 79.99 82.20 84.08 76.45 77.39 79.95 78.69
6% 77.47 79.93 82.18 84.04 76.44 77.37 79.95 78.86
5% 77.48 79.71 82.12 83.94 76.42 77.39 79.91 78.87
4% 77.32 79.49 82.06 83.93 76.46 77.36 79.92 78.88
3% 77.27 79.41 81.78 83.99 76.49 77.24 79.93 78.86
2% 77.23 79.28 81.01 83.48 76.44 77.30 79.80 78.85
1% 72.97 75.23 75.78 78.99 76.57 77.06 79.32 79.13

Πίνακας 6.15: fashionMNIST: Αξιολόγηση της επίδρασης της πρώτης µεθόδου Pruning στην ακρίβεια του
Μορφολογικού δικτύου µόνο µε όρους Dilation

Adaptive Momentum Estimation Stochastic Gradient Descent

24 32 64 128 256 400 24 32 64 128 256 400

100% 82.05 82.05 85.11 86.76 87.11 88.34 80.08 78.86 83.03 82.74 84.89 86.21
90% 82.05 82.05 85.12 86.72 87.12 88.34 80.08 78.87 83.03 82.75 84.88 86.21
80% 82.08 82.06 85.18 86.72 87.19 88.33 80.06 78.87 83.03 82.74 84.91 86.21
70% 82.05 82.05 85.10 86.77 87.16 88.34 80.08 78.89 82.99 82.74 84.90 86.22
60% 82.02 82.05 85.08 86.79 87.14 88.33 80.09 78.87 83.01 82.79 84.92 86.28
50% 82.03 82.02 85.14 86.64 87.13 88.31 80.10 78.90 83.02 82.80 84.95 86.20
40% 82.09 82.02 85.08 86.59 87.18 88.29 80.07 78.88 83.00 82.72 84.94 86.32
30% 82.01 81.97 85.02 86.63 87.21 88.28 80.01 78.90 82.99 82.71 84.96 86.26
20% 81.81 81.91 85.06 86.49 86.99 88.06 79.97 78.92 83.01 82.70 84.94 86.31
10% 81.27 81.68 84.90 86.27 86.61 87.73 79.97 78.89 82.97 82.72 84.86 86.38

9% 81.25 81.60 84.89 86.24 86.45 87.63 79.97 78.91 82.98 82.70 84.90 86.35
8% 81.22 81.60 84.90 86.19 86.58 87.61 79.97 78.91 82.98 82.73 84.87 86.35
7% 81.19 81.62 84.81 86.26 86.42 87.62 79.97 78.92 82.97 82.74 84.90 86.37
6% 81.17 81.49 84.79 86.32 86.20 87.51 79.97 78.92 82.97 82.69 84.86 86.34
5% 81.15 81.48 84.90 86.32 86.26 87.22 79.98 78.98 82.97 82.66 84.88 86.38
4% 81.02 81.49 84.58 86.12 86.28 87.07 79.99 78.96 82.89 82.57 84.94 86.39
3% 81.01 81.39 84.28 86.16 86.02 86.43 79.98 78.96 82.88 82.49 84.94 86.35
2% 80.92 81.28 84.20 86.13 85.63 84.66 79.99 78.99 82.87 82.32 85.00 86.36
1% 78.18 78.89 83.32 83.90 83.44 83.55 79.86 79.11 82.73 82.37 84.85 86.19

Πίνακας 6.16: fashionMNIST: Αξιολόγηση της επίδρασης της πρώτης µεθόδου Pruning στην ακρίβεια του
Μορφολογικού δικτύου µε όρους dilation και erosion στο κρυφό επίπεδο
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Adaptive Momentum Estimation Stochastic Gradient Descent

p 128 256 400 128 256 400

- 96.47 (100.00) 97.42 (100.00) 97.63 (100.00) 94.73 (100.00) 95.74 (100.00) 96.07 (100.00)
0.1 96.08 (4.60) 97.26 (4.47) 97.26 (4.39) 94.80 (6.94) 95.72 (9.32) 96.04 (11.75)
0.2 96.06 (3.52) 97.17 (3.42) 97.25 (3.35) 94.70 (4.14) 95.65 (3.71) 96.01 (4.55)
0.3 95.86 (3.06) 97.19 (2.91) 97.14 (2.83) 94.56 (2.78) 95.60 (2.22) 95.91 (2.17)
0.4 95.86 (2.67) 97.11 (2.51) 96.87 (2.41) 94.44 (1.94) 95.34 (1.49) 95.68 (1.16)
0.5 95.58 (2.33) 96.82 (2.14) 96.72 (2.04) 94.05 (1.33) 94.87 (1.03) 95.39 (0.71)
0.6 94.98 (2.02) 95.87 (1.82) 96.26 (1.75) 93.66 (0.80) 94.42 (0.71) 94.87 (0.48)
0.7 93.64 (1.74) 93.93 (1.55) 94.13 (1.48) 93.10 (0.63) 92.25 (0.49) 94.17 (0.37)
0.8 90.50 (1.46) 89.12 (1.26) 88.44 (1.21) 89.90 (0.46) 90.45 (0.32) 93.55 (0.28)
0.9 81.55 (1.18) 83.36 (1.02) 79.93 (0.97) 86.22 (0.33) 86.83 (0.23) 90.28 (0.20)

Πίνακας 6.17: MNIST: Αξιολόγηση της επίδρασης της δεύτερης µεθόδου Pruning στην ακρίβεια του
Μορφολογικού δικτύου µε όρους dilation και erosion στο κρυφό επίπεδο

Adaptive Momentum Estimation Stochastic Gradient Descent

p 128 256 400 128 256 400

- 86.76 (100.00) 87.11 (100.00) 88.34 (100.00) 82.74 (100.00) 84.89 (100.00) 86.21 (100.00)
0.1 86.53 (7.01) 86.84 (8.87) 88.15 (10.13) 82.61 (12.06) 85.02 (17.57) 86.28 (19.96)
0.2 86.44 (4.81) 86.83 (5.91) 88.13 (6.60) 82.44 (5.01) 84.95 (8.20) 86.25 (9.39)
0.3 86.36 (3.43) 86.92 (3.98) 88.01 (4.33) 82.31 (2.55) 84.90 (3.97) 86.20 (4.32)
0.4 86.07 (2.52) 86.47 (2.69) 87.63 (2.82) 82.00 (1.50) 84.72 (2.16) 85.79 (2.05)
0.5 85.86 (1.91) 85.80 (1.86) 87.04 (1.86) 81.72 (0.93) 84.24 (1.37) 85.71 (1.08)
0.6 85.02 (1.39) 85.80 (1.29) 85.90 (1.23) 81.20 (0.62) 82.86 (0.94) 85.36 (0.63)
0.7 84.11 (0.99) 85.05 (0.90) 85.18 (0.83) 80.80 (0.37) 82.02 (0.63) 84.82 (0.40)
0.8 80.94 (0.70) 83.12 (0.62) 81.68 (0.55) 79.10 (0.28) 81.63 (0.39) 82.54 (0.28)
0.9 76.90 (0.48) 78.99 (0.40) 75.59 (0.34) 75.09 (0.20) 78.17 (0.25) 80.09 (0.20)

Πίνακας 6.18: fashionMNIST: Αξιολόγηση της επίδρασης της δεύτερης µεθόδου Pruning στην ακρίβεια του
Μορφολογικού δικτύου µε όρους dilation και erosion στο κρυφό επίπεδο
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6.2.5 Σύγκριση Μορφολογικών Νευρωνικών µε Διαφορετικές Αρχιτεκ-
τονικές

Συγκρίνουµε τα µορφολογικά νευρωνικά δίκτυα των προηγούµενων ενοτήτων µε παραδοσιακά νευρωνικά δίκτυα.
Χρησιµοποιούµε νευρωνικά δίκτυα ίσης διάστασης αντικαθιστώντας το επίπεδο µε νευρώνες διαστολής-συστολής
µε πλήρως συνδεδεµένο. Στο πλαίσιο αυτό, απαιτείται και ο ορισµός µίας συνάρτησης ενεργοποίησης ώστε τα
επίπεδα να διαχωρίζονται από ένα µη-γραµµικό µετασχηµατισµό. Επιλέγουµε Rectified Linear Unit.

Τα αποτελέσµατα για τα σύνολα δεδοµένων MNIST και FashionMNIST φαίνονται στους πίνακες 6.19 και 6.20,
αντίστοιχα. Με δ και ε συµβολίζουµε τα µορφολογικά δίκτυα µόνο µε όρους dilation και µόνο µε erosion
αντίστιχα. Για δ, ε έχουµε το µεικτό δίκτυο, µε 2(δ, ε) το µορφολογικό δίκτυο µε δύο µεικτά επίπεδα, ενώ
µε δβ , εβ συµβολίζεται το οµαλοποιηµένο µορφολογικό επίπεδο µε παράµετρο σκληρότητας β2. Παρατηρούµε
ότι τα δύο είδη δικτύων, µορφολογικά στις διάφορες παραλλαγές τους και τα "κανονικά", έχουν συγκρίσιµες
αποδόσεις, µε το Feedforward Νευρωνικό Δίκτυο µε ReLU ενεργοποιήσεις (FF-ReLU) να εµφανίζει ελαφρώς
καλύτερα αποτελέσµατα.

Ωστόσο, ένα από τα βασικά χαρακτηριστικά των µορφολογικών νευρωνικών δικτύων είναι η οικονοµία τους, όπως
µελετήθηκε στην υποενότητα 6.2.4. Αυτό είναι ιδιαίτερα εµφανές από το σχήµα 6.2.8, όπου απεικονίζονται
οι ενεργοποιήσεις του κρυφού επιπέδου για το δίκτυο µε 400 νευρώνες σε αυτό. Τα συµπεράσµατα είναι
αντιδιαµετρικά µε αυτά του µορφολογικού δικτύου, βλ. σχήµα 6.2.7. Ποσοτικά, αυτή η σύγκριση παρουσιάζεται
στους πίνακες 6.21 και 6.22, όπου εφαρµόζεται η πρώτη µέθοδος pruning. Ας επικεντρώσουµε την προσοχή
µας στις στήλες για το κρυφό δίκτυο µε τους µέγιστους νευρώνες (400) τόσο για αλγόριθµο βελτιστοποίησης
Adaptive Momentum Estimation όσο και για Stochastic Gradient Descent. Ενώ τα µορφολογικά δίκτυα
διατηρούν την απόδοσή τους ακόµα και µε 1% των αρχικών κόµβων, τα δίκτυα FF-ReLU δεν παρουσιάζουν
τον ίδιο βαθµό ευρωστίας. Ιδιαίτερα σε πιο σύνθετα σύνολα δεδοµένων, όπως FashionMNIST, η απόδοσή τους
σταµατά να είναι συγκρίσιµη µε την αρχική για ποσοστό διατήρησης∼ 20−30%� 1%, γεγονός που συνεπάγεται
ότι χρειάζονται 20 µε 30 φορές περισσότεροι παράµετροι για το ίδιο αποτέλεσµα.

Adaptive Momentum Estimation Stochastic Gradient Descent

] δ ε δ, ε 2(δ, ε) δβ , εβ FF-ReLU δ ε δ, ε FF-ReLU

24 92.77 84.30 90.22 91.58 - 96.25 92.23 75.75 89.10 -
32 94.36 87.12 92.19 92.73 - 96.54 92.83 82.40 90.00 97.00
64 96.12 91.74 94.92 95.15 - 97.53 94.65 87.98 93.00 97.56
128 96.90 94.91 96.59 96.33 - 98.07 95.29 91.68 94.73 97.92
256 - - 97.42 97.08 - 98.15 - - 95.74 98.02
400 - - 97.63 97.09 97.84 98.03 - - 96.07 98.08

Πίνακας 6.19: Σύγκριση της ακρίβειας των βέλτιστων αρχιτεκτονικών των µεθόδων στο σύνολο δεδοµένων
MNIST. Ο συµβολισµός για τις στήλες περιγράφεται παραπάνω.

Adaptive Momentum Estimation Stochastic Gradient Descent

] δ ε δ, ε 2(δ, ε) δβ , εβ FF-ReLU δ ε δ, ε FF-ReLU

24 79.63 80.53 82.05 82.49 - 86.78 76.46 77.55 80.08 -
32 80.98 81.87 83.16 83.60 - 87.06 77.75 79.43 79.82 87.49
64 84.09 84.38 85.20 85.34 - 87.83 80.41 82.44 83.10 88.29
128 85.92 86.13 86.76 86.51 - 88.44 81.21 84.18 83.98 88.66
256 - - 87.11 87.12 - 89.09 - - 85.25 87.69
400 - - 88.34 87.47 87.13 89.44 - - 86.21 88.81

Πίνακας 6.20: Σύγκριση της ακρίβειας των βέλτιστων αρχιτεκτονικών των µεθόδων στο σύνολο δεδοµένων
FashionMNIST. Ο συµβολισµός για τις στήλες περιγράφεται παραπάνω.

2
Ο πίνακας περιλαµβάνει το οµαλοποιηµένο δίκτυο µε την καλύτερη απόδοση από τις διάφορες παραµέτρους σκληρότητας.
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6.2. Πειραµατισµός µε Μορφολογικά Δίκτυα σε σύνολα δεδοµένων ΄Ορασης Υπολογιστών

Σχήµα 6.2.8: Ενεργοποιήσεις κρυφού επιπέδου ενός Feedforward Νευρωνικού Δικτύου µε ReLU
ενεργοποιήσεις
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Adaptive Momentum Estimation Stochastic Gradient Descent

24 32 64 128 256 400 24 32 64 128 256 400

100% 95.80 96.34 97.47 97.93 98.15 97.84 96.26 96.82 97.41 97.80 98.00 98.16
90% 95.83 96.36 97.49 97.93 98.15 97.85 96.21 96.81 97.43 97.80 98.00 98.17
80% 95.76 96.37 97.44 97.93 98.14 97.85 96.21 96.82 97.42 97.82 98.00 98.13
70% 95.85 96.31 97.46 97.94 98.14 97.84 96.18 96.75 97.44 97.81 97.97 98.14
60% 95.43 96.25 97.31 97.95 98.18 97.83 96.24 96.79 97.44 97.82 98.01 98.12
50% 94.66 95.42 96.99 97.82 98.13 97.79 96.05 96.70 97.51 97.76 98.02 98.10
40% 93.44 91.84 96.22 97.65 97.98 97.79 96.05 96.54 97.48 97.71 97.93 98.08
30% 80.01 78.53 94.01 96.78 97.59 97.51 95.72 95.90 97.38 97.75 97.91 97.97
20% 49.73 54.14 80.00 94.17 95.77 96.70 94.71 94.72 96.91 97.45 97.79 97.89
10% 19.68 34.91 40.67 79.93 86.12 90.12 89.09 84.37 91.61 95.57 95.60 96.84

9% 19.86 33.98 38.12 77.54 83.23 88.46 87.00 82.83 90.47 94.57 95.18 96.56
8% 19.22 31.20 37.09 75.89 79.17 84.66 85.22 81.57 86.66 94.03 94.35 95.93
7% 18.22 29.15 39.21 69.21 77.50 82.87 81.47 74.58 85.72 93.05 92.53 95.48
6% 17.05 21.86 35.12 64.14 74.42 78.76 78.39 69.18 84.20 91.50 90.27 94.93
5% 13.87 18.75 30.69 58.40 70.92 71.07 74.09 65.21 81.88 89.06 86.02 93.82
4% 13.19 17.16 21.99 52.24 65.27 69.24 65.58 59.61 74.62 83.57 76.20 91.19
3% 12.11 16.28 18.64 40.01 60.21 66.09 57.45 44.78 71.68 72.84 67.50 85.80
2% 11.07 14.09 17.93 28.56 47.46 58.85 44.14 35.63 59.04 54.79 58.10 76.93
1% 11.28 13.69 13.69 23.56 28.38 43.86 41.41 31.55 34.47 41.38 49.83 60.06

Πίνακας 6.21: MNIST: Αξιολόγηση της επίδρασης της πρώτης µεθόδου Pruning στην ακρίβεια του Feedforward
Νευρωνικού Δικτύου µε ReLU ενεργοποιήσεις

Adaptive Momentum Estimation Stochastic Gradient Descent

24 32 64 128 256 400 24 32 64 128 256 400

100% 86.05 86.71 88.06 88.49 89.06 88.82 86.04 87.20 85.58 87.87 88.01 87.79
90% 86.07 86.72 88.14 88.43 89.04 88.81 86.08 87.21 85.60 87.83 88.05 87.74
80% 86.01 86.80 88.19 88.53 88.97 88.76 86.11 87.27 85.72 87.84 88.01 87.82
70% 86.01 86.67 88.19 88.51 88.86 88.70 85.75 87.20 85.54 87.95 88.11 87.92
60% 85.98 86.17 88.24 88.61 88.78 88.74 85.45 87.23 85.43 87.92 87.91 87.68
50% 85.75 86.30 87.67 87.93 88.50 88.20 85.15 87.18 85.52 87.97 87.77 87.03
40% 84.71 84.38 81.63 86.91 86.72 86.74 84.01 86.39 85.19 87.43 87.45 86.64
30% 81.39 71.50 73.27 82.92 82.88 84.24 81.28 84.00 85.21 86.40 86.89 85.73
20% 73.04 59.27 64.21 60.74 74.20 78.48 73.65 75.01 81.11 83.56 84.33 83.62
10% 48.61 48.94 49.44 39.24 63.77 63.85 53.85 53.48 67.06 69.28 71.63 69.59

9% 44.34 46.00 47.15 38.14 56.50 62.20 49.35 51.79 66.16 68.12 69.37 66.75
8% 41.80 45.20 46.59 39.07 56.74 58.11 46.59 48.21 62.06 64.04 65.31 63.55
7% 39.94 40.11 46.17 36.05 55.68 53.74 40.15 47.12 58.81 58.85 61.57 58.22
6% 37.32 38.86 47.69 34.69 54.07 50.97 41.54 43.62 50.15 57.65 58.65 53.39
5% 32.03 34.67 41.31 36.48 46.71 48.19 41.48 42.81 44.91 53.46 56.56 46.12
4% 29.64 26.76 38.98 36.68 48.43 46.44 34.61 34.35 41.94 49.13 53.67 43.30
3% 23.29 15.79 32.19 36.70 50.56 42.96 28.98 30.74 32.26 44.08 45.77 40.51
2% 15.99 12.95 20.86 30.87 36.62 32.12 24.70 35.42 28.50 40.95 43.06 36.14
1% 11.55 12.16 14.20 26.54 29.43 25.79 21.65 25.16 28.15 29.40 35.43 27.39

Πίνακας 6.22: FashionMNIST: Αξιολόγηση της επίδρασης της πρώτης µεθόδου Pruning στην ακρίβεια του
Feedforward Νευρωνικού Δικτύου µε ReLU ενεργοποιήσεις
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Κεφάλαιο 7

Επίλογος

7.1 Σύνοψη και Συµπεράσµατα

Στο σηµείο αυτό ολοκληρώνεται η διπλωµατική εργασία. Συνοψίζουµε, λοιπόν, τη συνεισφορά της µελέτης.
Αυτή εντοπίζεται στους ακόλουθους άξονες:

• Μελέτη και µοντελοποίηση προβληµάτων τροπικής βελτιστοποίησης ως συλλογή προβληµάτων κλασικής
βελτιστοποίησης. Αναλυτικότερα, τα προβλήµατα ελαχιστοποίησης τροπικού πολυωνύµου υπό τροπικές
συνθήκες αναλύονται σε κυρτά προβλήµατα, ενώ τα προβλήµατα τροπικού κλασµατικού προγραµµατισµού
µοντελοποιούνται ως διαφορά κυρτών συναρτήσεων (DC programming).

• Ανάλυση υπό την τροπική σκοπιά µονότονων νευρωνικών δικτύων. Συσχέτιση των περιοχών αποφάσεων
µε ιδέες απο Θεωρία Πλεγµάτων και έκφραση της µονότονης συνάρτησης καθώς και του αντίστροφου
µετασχηµατισµού της στη γλώσσα των Μορφολογικών Μαθηµατκών, σε closing και opening αντίστοιχα.

• Ανάπτυξη αλγορίθµου κατασκευής τµηµατικά γραµµικών και µονότονων επιφανειών σε αυθαίρετο πλήθος
διαστάσεων.

• Μελέτη και µοντελοποίηση µορφολογικών δικτύων µε τροπικούς νευρώνες. ΄Εκφραση της περιοχής από-
φασης στα τροπικά µαθηµατικά µέσω τους γενικευµένου πλαισίου των αρθρωτικών συναρτήσεων.

• Επέκταση των µορφολογικών δικτύων σε περισσότερα επίπεδα ώστε να διαµορφωθούν ενεργοποιήσεις
εφάµιλλες µε opening και closing. Περαιτέρω επέκταση σε οµαλοποιηµένη έκδοση των µορφολογικών
τελεστών και σύνδεση µε Maslov Dequantization.

• Εκτενής πειραµατισµός των προαναφερθέντων µοντέλων σε γνωστά σύνολα δεδοµένων της ΄Ορασης Υπολ-
ογιστών που αφορούν προβλήµατα κατηγοριοποίησης. Συγκριτική µελέτη της συµπεριφοράς των δικτύων
για τους δύο πιο κοινούς αλγορίθµους βελτιστοποίησης της εκπαίδευσης: Stochastic Gradient Descent
και Adaptive Momentum Estimation.

• Συµπίεση των µοντέλων µέσω δύο µεθόδων pruning. Αξιοποιείται η αραιότητα που επιφέρουν οι

µορφολογικοί τελεστές ώστε να διατηρείται η απόδοσή των µοντέλων µε (µικρό) υποσύνολο των αρχικών
συνδέσεων.

• Επέκταση µεθόδων βελτιστοποίησης για εκπαίδευση µοντέλων µηχανικής µάθησης σε προβλήµατα ταξ-
ινόµησης πολλών κλάσεων και πειραµατισµός σε γνωστά σύνολα δεδοµένων.

7.2 Μελλοντικές Επεκτάσεις

Αφετηρία αυτής της εργασίας ήταν η σύνδεση των τροπικών, καθώς και των µορφολογικών, µαθηµατικών µε
µοντέλα της µηχανικής µάθησης. Είναι φανερό ότι το αντικείµενο δεν έχει εξαντληθεί στο στενό πλαίσιο αυτής
της προσπάθειας. Μέσω της εργασίας, ωστόσο, εντοπίστηκαν ορισµένες δίοδοι για ανάπτυξη και περαιτέρω

103



Κεφάλαιο 7. Επίλογος

µελέτη των ιδεών από τα προηγούµενα κεφάλαια. Αναλυτικότερα, θεωρούµε πως οι κύριοι άξονες επέκτασης
είναι οι εξής:

• Εφαρµογή πιο πολύπλοκων πυρήνων κατά τη σύνθεση των προβληµάτων ταξινόµησης σε µορφή διαφοράς
κυρτών συναρτήσεων (DC programming). Ιδιαίτερα σε προβλήµατα ΄Ορασης Υπολογιστών, ωφέλιµο κρίνε-
ται να συµπεριλάβουµε πυρήνες ειδικά σχεδιασµένους για τα δεδοµένα, επαυξάνοντας τα χαρακτηριστικά µε
τις εξόδους πυρηνών Sobel κ.α. ΄Οσον αφορά την ταξινόµηση πολλών κλάσεων, αξίζει να διερευνηθούν στο
πλαίσιο των Dilation-Erosion Perceptrons και άλλες µέθοδοι από τη εκτενή βιβλιογραφία των Μηχανών Δι-
ανυσµάτων Υποστήριξης, όπως one-versus-the-rest, soft-assignment αντί για hard και ιδέες όπως Directed
Acyclic Graph Support Vector Machines (DAGSVMs) όπου οι δυαδικοί ταξινοµητές οργανώνονται σε
έναν κατευθυνόµενο άκυκλο γράφο. Σε πρακτικό επίπεδο, χρήσιµος κρίνεται ο πειραµατισµός µε παράλλη-
λες µεθόδους στην εκπαίδευση των δυαδικών ταξινοµητών, καθώς είναι ανεξάρτητοι µεταξύ τους και η όλη
διαδικασία δύναται να επιταχυνθεί ιδιαίτερα. Τέλος, θα είχε ενδιαφέρον η αξιολόγηση των µεθόδων και σε
άλλα σύνολα δεδοµένων, τόσο δυαδικής όσο και µη ταξινόµησης.

• Επέκταση των Πυκνών Μορφολογικών Δικτύων σε βαθιές αρχιτεκτονικές (πέρα από 2 επίπεδα) και αξ-
ιολόγηση σε πιο σύνθετα σύνολα δεδοµένων όπως CIFAR10. Ενδιαφέρον παρουσιάζει η εξερεύνηση,
τόσο πειραµατικά όσο και θεωρητικά, της χρήσης εµβολίµων πλήρως συνδεδεµένων επιπέδων µεταξύ των
µορφολογικών επιπέδων και πώς αυτά τα υβριδικά δίκτυα, που συνδυάζουν στοιχεία τόσο από µορφολογικά
όσο και από παραδοσιακά νευρωνικά δίκτυα, καθορίζουν την εκφραστικότητα του µοντέλου και το σύνορο
απόφασης. Επιπρόσθετα, τα επόµενα βήµατα είναι απαραίτητο να συµπεριλαµβάνουν τη µελέτη συνελικ-
τικών νευρωνικών δικτύων (Convolutional Neural Networks) και των µορφολογικών αντιστοίχων τους,
όπως σε [Mel+19; BCT16; SZS19; FFY20; Nog+19]. Τέλος, οι µέθοδοι pruning έδειξαν πολλά υπ-
οσχόµενα αποτελέσµατα, γεγονός που ενθαρρύνει την εφαρµογή τους τόσο για συµπίεση ταξινοµητών σε
πιο σύνθετα σύνολα δεδοµένων, όσο και για τη χρήση τους σε µοντέλα µε συνελικτικούς όρους.

• Εξερεύνηση των µοντέλων που εγγυώνται µονοτονία σε µεγαλύτερο βάθος. Σε προβλήµατα παλιν-
δρόµησης, ενδιαφέρουσα κρίνεται η αξιολόγηση του αµιγώς αλγεβρικού αλγορίθµου σε πιο σύνθετα
προβλήµατα ακόµα και σε γενικές (µη-κυρτές και όχι αυστηρά µονότονες) συναρτήσεις. Ακόµη, τα
µονοτονικά νευρωνικά δίκτυα χρήζουν περαιτέρω µελέτης και ιδιαίτερα η οµαλοποιηµένη εκδοχή τους,
καθώς αντιµετωπίζει ικανοποιητικά το πρόβληµα διάδοσης κλίσεων (gradient propagation) που χαρακ-
τηρίζει τα µορφολογικά δίκτυα. Στο πλαίσιο αυτό, χρήσιµη κρίνεται η αξιολόγηση σε σύνολα δεδοµένων
τόσο για διεργασίες παλινδρόµησης όσο και ταξινόµησης.
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