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Περίληψη

Η παραγωγή δεδοµένων από νευρωνικά δίκτυα που στηρίζονται σε γεννητικά µοντέλα
έχει γνωρίσει µεγάλη ανάπτυξη τα τελευταία χρόνια. Τα δίκτυα αυτά εκπαιδεύονται σε σύνο-
λα δεδοµένων και κατασκευάζουν κατανοµές πιθανοτήτων που τα περιγράφουν. Με αυτόν
τον τρόπο δύνανται να ανακατασκευάσουν στιγµιότυπα του συνόλου εκπαίδευσης ή να πα-
ϱάξουν νέα δεδοµένα, παρόµοια µε όσα έχουν συναντήσει κατά την εκπαίδευσή τους. Η πα-
ϱούσα εργασία χρησιµοποιεί µια παραλλαγή του Variational αυτοκωδικοποιητή (VAE), ενός
γεννητικού νευρωνικού δικτύου, και έχει σκοπό τη σύνθεση µουσικής ενός συγκεκριµένου
µουσικού είδους, το οποίο παρέχει ο χρήστης. Με ϐάση το σύστηµα που κατασκευάσαµε,
εξερευνούµε τις διάφορες πτυχές του VAE και εκµεταλλευόµαστε την εσωτερική του δοµή,
για να εξάγουµε ενδιαφέροντα συµπεράσµατα.

Λέξεις Κλειδιά

Τεχνητή Νοηµοσύνη, Νευρωνικά ∆ίκτυα, Σύνθεση Μουσικής, Επιβλεπόµενη Μάθηση,
Μη Επιβλεπόµενη Μάθηση, LSTM, GRU, Variational Inference
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Abstract

Generating data from neural networks that are based on genetic models has expe-
rienced great growth over the last years. These genetic networks construct probability
distributions that describe the datasets, upon which they were trained. Using the pro-
bability ditributions, they can reconstruct instances of the training set or produce new
data, similar to what they have encountered during their training. The present study
uses a variant of the Variational Autoencoder (VAE), a genetic neural network, in order to
compose music of a specific genre, which is provided by the user. Based on the system
we built, we explore the various aspects of the VAE and take advantage of its internal
structure to draw interesting conclusions.

Keywords

Artificial Intelligence, Neural Networks, Music Composition, Supervised Learning, Un-
supervised Learning, LSTM, GRU, Variational Inference
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Κεφάλαιο 1

Εισαγωγή

1.1 Αντικείµενο της διπλωµατικής

Η εργασία µας έχει ως αντικείµενο την κατασκευή ενός γεννητικού συστήµατος νευρω-
νικών δικτύων µε απώτερο σκοπό την παραγωγή µουσικής ενός συγκεκριµένου µουσικού
είδους που καθορίζεται από το χρήστη. Προς αυτό το σκοπό, µελετάµε διάφορα Ϲητήµατα
που προκύπτουν τόσο στη ϑεωρία όσο και στην υλοποίηση.

Καλούµαστε αρχικά να ϐρούµε µια έξυπνη και αποδοτική αναπαράσταση της µουσικής,
κατάλληλη για επεξεργασία από το σύστηµα. Η αναπαράσταση της πληροφορίας σε ένα
σύστηµα µηχανικής µάθησης παίζει καθοριστικό ϱόλο στην επίτευξη υψηλής απόδοσης.
Στη συνέχεια, κατασκευάζουµε το κυρίως σύστηµα ϐάσει του οποίου γίνεται η σύνθεση της
µουσικής. Το σύστηµα αυτό πρέπει να είναι γεννητικό, να έχει δηλαδή την ικανότητα να
παράγει νέα δεδοµένα, παρόµοια µε όσα έχει επεξεργαστεί κατά την εκπαίδευση. Αυτό το
σύστηµα, που είναι ένας Variational αυτοκωδικοποιητής, µαθαίνει την αναπαράσταση των
µουσικών κοµµατιών µε τη µορφή κατανοµών πιθανοτήτων. Εκµεταλλευόµαστε αυτήν την
αναπαράσταση στα πειράµατά µας τόσο για τη σύνθεση µουσικής, όσο και για τη µελέτη των
ιδιοτήτων και των διάφορων πτυχών της πληροφορίας που ενθυλακώνεται στο VAE.

1.2 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε οκτώ κεφάλαια. Στο Κεφάλαιο 2 δίνουµε εν συ-
ντοµία κάποια ϑεωρητικά στοιχεία σχετικά µε τη µουσική. Στο Κεφάλαιο 3 παρουσιάζουµε
κάποιες ϑεωρητικές έννοιες που αφορούν τη Μηχανική Μάθηση ως επιστηµονικό κλάδο.
Στο Κεφάλαιο 4 αναλύουµε διεξοδικά όλα τα χαρακτηριστικά των νευρωνικών δικτύων που
χρησιµοποιούµε στην εργασία. Αρχίζουµε µε τα δίκτυα πρόσθιας τροφοδότησης, τα αναδρο-
µικά νευρωνικά δίκτυα και τους αυτοκωδικοποιητές και ολοκληρώνουµε το κεφάλαιο µε µια
µνεία στις συναρτήσεις ενεργοποίησης και στην εκπαίδευση ενός νευρωνικού δικτύου. Στο
Κεφάλαιο 5 παρουσιάζουµε τα σύνολα δεδοµένων που χρησιµοποιούµε και τις λεπτοµέρειες
της αναπαράστασής τους σε µορφή κατάλληλη για επεξεργασία από τα νευρωνικά δίκτυα.
Στο Κεφάλαιο 6 µελετάµε το σύστηµα που υλοποιήσαµε στα πλαίσια αυτής της εργασίας. Πιο
συγκεκριµένα, αναλύουµε σε ϐάθος τις συνιστώσες του και τον τρόπο λειτουργίας του. Τα
αποτελέσµατα των πειραµάτων µας, που ως επί το πλείστον είναι µουσικές συνθέσεις καθώς
και οι µετρικές αξιολόγησης του συστήµατός µας περιγράφονται στο Κεφάλαιο 7. Τέλος, στο
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Κεφάλαιο 8 συνοψίζουµε το υλικό που αναπτύξαµε σε αυτήν τη διπλωµατική και δίνουµε
κάποιες ενδιαφέρουσες µελλοντικές επεκτάσεις του συστήµατος που υλοποιήσαµε.
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Μέρος I

Θεωρητικό Μέρος
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Κεφάλαιο 2

Στοιχεία Μουσικής Θεωρίας

Στο κεφάλαιο αυτό παρουσιάζουµε ϑεωρητικές έννοιες της µουσικές που ϑα ϐοηθήσουν
τον αναγνώστη να κατανοήσει καλύτερα τα αποτελέσµατα αυτής της εργασίας. Θα πα-

ϱουσιάσουµε µια ιστορική αναδροµή της αλγοριθµικής σύνθεσης της µουσικής, όπως αυτή
προσεγγίστηκε από τους πρωτοπόρους στον τοµέα και έπειτα ϑα δώσουµε µια σύντοµη περι-
γραφή των ϐασικών µουσικοθεωρητικών εννοιών, που απαιτούνται για την πλήρη κατανόηση
του περιεχοµένου της παρούσας εργασίας.

2.1 Ιστορική Αναδροµή της Αλγοριθµικής Σύνθεσης

Η ιστορία της ϑεµελίωσης ενός συστηµατικού τρόπου περιγραφής των µουσικών εννοιών
και άρα ενός τρόπου αυτοµατοποίησης της διαδικασίας της σύνθεσης ξεκινά στην αρχαία
Ελλάδα. Οι µεγάλοι ϕιλόσοφοι και µαθηµατικοί της αρχαιότητας, όπως ο Πυθαγόρας, ο
Πτολεµαίος και ο Πλάτων προσπάθησαν να δηµιουργήσουν ένα µαθηµατικό σύστηµα ϑε-
ωρίας µε σκοπό να εξηγήσουν τα µουσικά ϕαινόµενα. Είναι γνωστή εξάλλου στην αρχαία
Ελλάδα η αλληλένδετη σχέση µεταξύ αριθµητικής και µουσικής. ΄Οµως, οι ϕορµαλισµοί που
δόθηκαν από τους αρχαίους ΄Ελληνες αφορούσαν αµιγώς την εγκαθίδρυση ενός ϑεωρητικού
υποβάθρου, η εφαρµογή του οποίου στην πράξη είναι αµφισβητούµενη, αφού το µεγαλύτερο
µέρος µιας τότε µουσικής παράστασης στηριζόταν στον αυτοσχεδιασµό. ΄Ετσι, δεν µπορούµε
να χαρακτηρίσουµε τη µουσική της αρχαίας Ελλάδας ως αλγοριθµική µε την αυστηρή έν-
νοια, παρ΄ όλα αυτά η συνεισφορά των Ελλήνων είναι ιστορικής σηµασίας για τη µετέπειτα
ανάπτυξη πιο προηγµένων διαδικασιών αυτοµατοποιηµένης σύνθεσης.

Μια εξέλιξη προς τη συστηµατικοποίηση της µουσικής έγινε στα τέλη του 15ου αιώνα
µε την εισαγωγή του µουσικού κανόνα. Σε αυτό το πλαίσιο, ο συνθέτης δηµιουργεί έναν
µουσικό πυρήνα - µια µουσική ϕράση ή ένα τµήµα - και παύει να παρεµβαίνει. Το µουσικό
έργο έπειτα συγκροτείται από τους µουσικούς κατά την εκτέλεση µε τη µέθοδο της µίµησης,
δηλαδή τη διαδικασία επανάληψης µιας ϕράσης µε χρονική καθυστέρηση.

Αξιοσηµείωτη είναι η συνεισφορά του Wolfgang Amadeus Mozart (1756-1791) στην αλ-
γοριθµική παραγωγή µουσικής. Ο µεγάλος µουσικός χρησιµοποίησε τεχνικές αυτοµατοπο-
ίησης της σύνθεσης στο έργο του ’Musikalisches Wurfelspiel’ (Μουσική Ζαριών). Σε αυτό
το έργο συγκέντρωσε πολλά µικρά µουσικά τµήµατα, τα οποία αν συνδεθούν τυχαία µεταξύ
τους, σύµφωνα µε τη ϱίψη ενός Ϲαριού, δηµιουργούν ένα πλήρες µουσικό κοµµάτι. Αυτή
είναι ίσως η πρώτη ϕορά στην ιστορία όπου η σύνθεση της µουσικής γίνεται τυχαιοκρατικά
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και χωρίς την παρουσία του µουσικοσυνθέτη - πέραν της αρχικής του µόνο παρέµβασης.
Το επόµενο ορόσηµο στην ιστορία της αλγοριθµικής σύνθεσης είναι η καθιέρωση του

ηλεκτρονικού υπολογιστή ως µέσο εκτέλεσης υπολογισµών. Πρωτοπόροι στη χρήση του
υπολογιστή για τη σύνθεση µουσικής ήταν οι Lejaren Hiller και Robert Baker που δηµιούρ-
γησαν το πρόγραµµα ’MUSICOMP’. Αυτό το πρόγραµµα στηρίζεται σε ένα σύνολο κανόνων
και υπορουτίνων που µπορεί να επικαλείται ο προγραµµατιστής, για να καθοδηγήσει τη
σύνθεση σύµφωνα µε τις δικές του προτιµήσεις. Το ’MUSICOMP’ συνέθεσε στα τέλη της
δεκαετίας του 1950 το µουσικό έργο ’Computer Cantata’.

΄Αλλος ένας πρωτοπόρος στη χρήση του ηλεκτρονικού υπολογιστή ήταν ο Ιάννης Ξενάκης.
Το πρόγραµµα που κατασκεύασε - τις αρχές του οποίου εξηγεί λεπτοµερώς στο [1] - χρησι-
µοποιούσε πυκνότητες πιθανοτήτων και άλλα στοχαστικά εργαλεία, για να συµπεράνει τους
ήχους που έπρεπε να ακούγονται σε κάθε στιγµή του µουσικού κοµµατιού. Η µέθοδος του
Ξενάκη, όµως, έχει κύριο στόχο να ϐοηθήσει τον συνθέτη στη σύνθεση κι όχι να παράξει
µουσικά έργα µε αυτόνοµο τρόπο.

Τέλος, τα τελευταία χρόνια όλο και περισσότερο γίνεται χρήση τεχνικών µηχανικής µάθη-
σης και νευρωνικών δικτύων, που έχουν ως σκοπό τη σύνθεση µουσικής. Μεγάλο ενδιαφέρον
παρουσιάζει η δουλειά των [2] και [3], όπου γίνεται µια εκτενής προσπάθεια αναπαράστασης
του λεξιλογίου της µουσικής µε έναν τρόπο, κατάλληλο για επεξεργασία από τα νευρωνι-
κά συστήµατα. Παράλληλα τίθενται οι ϐάσεις για την αλγοριθµική παραγωγή µουσικής µε
χρήση νευρωνικών δικτύων, πρακτική η οποία σχετίζεται σε µεγάλο ϐαθµό µε το αντικείµενο
της παρούσας εργασίας.

2.2 Θεωρία της Μουσικής

Η µουσική, όπως αναπτύχθηκε στον ∆υτικό κόσµο, αποτελεί µια πλούσια γλώσσα, ικανή
να εκφράσει µια µεγάλη ποικιλία συναισθηµάτων. Στο µεγαλύτερο µέρος της στηρίζεται
σε απλές δοµικές µονάδες, οι οποίες µπορούν εύκολα να συνδυαστούν, για να δώσουν τα
περίπλοκα ηχητικά αποτελέσµατα που επιδιώκουν να πετύχουν οι συνθέτες. Σε αυτήν την
παράγραφο παρουσιάζουµε τις ϐασικές δοµές της µουσικής που είναι απαραίτητες για την
περαιτέρω κατανόηση του περιεχοµένου της εργασίας.

Σχήµα 2.1: Νότες στο πεντάγραµµο

Οι ϑεµελιώδεις µονάδες της µουσικής είναι οι νότες, οι οποίες τοποθετούνται πάνω στο
πεντάγραµµο, όπως ϕαίνεται για παράδειγµα στο σχήµα 2.1. Η ϑέση µιας νότας στο πε-
ντάγραµµο προσδιορίζει µονοσήµαντα τον τόνο της, ενώ το σχήµα του συµβόλου προσδιο-
ϱίζει την αξία της, δηλαδή τη χρονική διάρκεια κατά την οποία η νότα ηχεί. Στον πίνακα
2.1 παρουσιάζουµε τα πιο συνηθισµένα µουσικά σύµβολα ανάλογα µε την αξία τους. Η ονο-
µασία του τόνου µιας νότας µπορεί να ακολουθεί ένα από τα δύο καθιερωµένα συστήµατα.
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2.2 Θεωρία της Μουσικής

Στην Ευρώπη συνήθως χρησιµοποιείται η σηµειολογία ντο, ϱε, µι ϕα, σολ, λα, σι, ενώ στην
Αµερική χρησιµοποιούνται αντίστοιχα τα γράµµατα A, B, C, D, E, F, G, µε τον τόνο A να
αντιστοιχεί στο λα. Σε κάθε περίπτωση ένας τόνος µπορεί να εµφανίζει µια αλλοίωση µε τη
µορφή ύφεσης (Z) ή δίεσης (\).

Νότα Ονοµασία

¯ Ολόκληρο
˘ “ Μισό
ˇ “ Τέταρτο
ˇ “( ΄Ογδοο
ˇ “) ∆έκατο ΄Εκτο
ˇ “‰ Τέταρτο Παρεστιγµένο

Πίνακας 2.1: Συνήθεις χρονικές αξίες στη µουσική

΄Οταν δύο νότες εµφανίζουν επικάλυψη κατά την ήχησή τους, τότε λέµε ότι συνηχούν. Σε
αυτήν την περίπτωση έχουµε πολυφωνία και η σηµειολογία ϕαίνεται στο σχήµα 2.2. Εάν
πιο συγκεκριµένα, συνηχούν τρεις ή περισσότερες νότες, τότε η δοµή που δηµιουργείται
ονοµάζεται συγχορδία. Η συγχορδία παίζει καθοριστικό ϱόλο στον τοµέα της µουσικής,
αφού η ταυτόχρονη ήχηση διαφορετικών τόνων, δίνει διαφορετικά ηχητικά αποτελέσµατα
και επιτρέπει στο συνθέτη να δώσει στο έργο του το ύφος που επιθυµεί.

Σχήµα 2.2: Η συγχορδία ντο µείζονα

Τέλος, πάντα στην αρχή κάθε µουσικού κοµµατιού - ενδεχοµένως και σε άλλα σηµεία
του ανάλογα µε τις ανάγκες - υπάρχη η ϱυθµική σφραγίδα. Τόσο το σχήµα 2.1 όσο και το
σχήµα 2.2 είναι γραµµένα σε ϱυθµό τεσσάρων τετάρτων, όπως ϕαίνεται από την αντίστοιχη
επιγραφή. Η µουσική σφραγίδα καθορίζει τη συνολική χρονική αξία που πρέπει να υπάρχει
µέσα σε ένα µουσικό µέτρο και ουσιαστικά ϱυθµίζει τη ϱοή του κοµµατιού. ∆εν είναι λίγα τα
µουσικά είδη εξάλλου που έχουν διαµορφωθεί εξ ολοκλήρου ϐάσει µιας ϱυθµικής σφραγίδας
- όπως για παράδειγµα το ϐαλς.
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Μηχανική Μάθηση

Η µηχανική µάθηση είναι ένα πεδίο της Επιστήµης της Τεχνητής Νοηµοσύνης που α-
σχολείται µε την αναγνώριση προτύπων και µοτίβων σε σύνολα δεδοµένων µε σκοπό τη
δηµιουργία αναπαραστάσεων ικανών να προβλέψουν νέα δεδοµένα. Ο ορισµός που πρότεινε
ο Tom M. Mitchell για τη Μηχανική Μάθηση είναι ο ακόλουθος : ’΄Ενα πρόγραµµα υπολο-
γιστή λέγεται ότι µαθαίνει από µια εµπειρία Ε ως προς µια κλάση εργασιών Τ και ένα µέτρο
επίδοσης Ρ, αν η επίδοση του σε εργασίες της κλάσης Τ, όπως αποτιµάται από το µέτρο Ρ,
ϐελτιώνεται µε την εµπειρία Ε’ [4]. Υπό αυτή τη σκοπιά, η µηχανική µάθηση και οι εφαρµο-
γές της δεν στηρίζονται σε ένα σαφώς καθορισµένο σύνολο εντολών που έχει δοθεί από έναν
προγραµµατιστή, αλλά ϐασίζονται στην σταδιακή εύρεση µιας αναπαράστασης που εξάγεται
από εµπειρικά παραδείγµατα, τέτοιας που να ϐελτιστοποιεί την επίδοση ως προς το δοθέν
κριτήριο. Είναι εποµένως ϕυσικό να αναµένουµε από τα εν λόγω συστήµατα, αποτελέσµατα
που ικανοποιούν στατιστικά κριτήρια και όχι ακριβείς απαντήσεις, όπως αυτές που ϑα έδι-
νε ένα τυπικό πρόγραµµα υπολογιστή. Εξάλλου η ϕύση της διαδικασίας είναι επαγωγική.
Εισάγουµε δείγµατα στα συστήµατα και απαιτούµε από αυτά να ϐρουν τις χαρακτηριστικές
τους ιδιότητές και να γενικεύσουν, να παράξουν, δηλαδή, ικανοποιητική έξοδο ακόµα και
για πρωτοφανείς εισόδους.

Η µηχανική µάθηση ως εργαλείο επίλυσης προβληµάτων, κατέχει µια µοναδική ϑέση.
Συγκεκριµένα, ο κλάδος αυτός δίνει απαντήσεις - έστω και προσεγγιστικές - σε προβλήµατα
που δύσκολα µπορούµε να εκφράσουµε µε αυστηρούς µαθηµατικούς όρους, αλλά για τα
οποία διαθέτουµε πλούσια εµπειρία υπό τη µορφή δειγµάτων εισόδου-εξόδου. ∆ύνανται
επίσης τα προγράµµατα µηχανικής µάθησης να εντοπίζουν στατιστικές συσχετίσεις ανάµεσα
σε µεγάλους όγκους δεδοµένων, οι οποίες δεν είναι προφανείς στον άνθρωπο ούτε έπειτα
από ενδελεχή έρευνα.

Σε κάθε πρόβληµα µηχανικής µάθησης υπάρχει το σύνολο δεδοµένων, η εµπειρία δη-
λαδή, πάνω στην οποία στηρίζεται το πρόγραµµα για να ϐελτιστοποιήσει την επίδοσή του.
Ενώ ένα πρόγραµµα µηχανικής µάθησης έχει συγκεκριµένες προδιαγραφές για το είδος των
δεδοµένων που µπορεί να επεξεργαστεί, εντούτοις µε κατάλληλους µετασχηµατισµούς µας
δίνεται µεγάλη ελευθερία ως προς το είδος των δεδοµένων που µπορούµε να δώσουµε σε
αυτά τα συστήµατα για επεξεργασία. Στις επόµενες παραγράφους εξετάζουµε τις διάφορες
κατηγορίες ειδών δεδοµένων και τρόπων µάθησης που διαθέτουµε.
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3.1 Μέθοδοι Μηχανικής Μάθησης

Η πρώτη κατηγοριοποίηση που παραθέτουµε αφορά στον τρόπο εκµετάλλευσης της δια-
ϑέσιµης εµπειρίας, ϐάσει του προβλήµατος εκµάθησης που ϑέλουµε να λύσουµε, αλλά και
των διαθέσιµων δεδοµένων. Στην παρούσα εργασία χρησιµοποιούµε δύο είδη µηχανικής
µάθησης, τα οποία αναλύουµε συνοπτικά παρακάτω. Για µια πιο λεπτοµερή ανάλυση, πα-
ϱαπέµπουµε τον αναγνώστη στο [5].

Επιβλεπόµενη Μάθηση Σε αυτήν την κατηγορία, η εµπειρία πρέπει να είναι διαθέσιµη
στη µορφή Ϲευγών εισόδου-εξόδου. Το πρόγραµµα µηχανικής µάθησης χρησιµοποιεί τα εν
λόγω Ϲεύγη µε σκοπό να δηµιουργήσει ένα µαθηµατικό µοντέλο, ικανό να παράγει την προ-
καθορισµένη έξοδο, όταν διεγείρεται από την αντίστοιχη είσοδο. Η διαδικασία επιτυγχάνεται
µε τη ϐελτιστοποίηση µιας συνάρτησης κόστους, που συσχετίζει την έξοδο του µαθηµατι-
κού µοντέλου και την επιθυµητή έξοδο όπως επιβάλλεται από την εµπειρία. Εν τέλει, το
µαθηµατικό µοντέλο πρέπει να είναι ικανό να παράγει κατάλληλες εξόδους - όπως αυτές
καθορίζονται από τη συνάρτηση κόστους - τόσο για γνωστές, όσο και για άγνωστες εισόδους.

Μη Επιβλεπόµενη Μάθηση Σε αυτήν την κατηγορία, η εµπειρία χρειάζεται να έχει µόνο
εισόδους. Το πρόγραµµα µηχανικής µάθησης λαµβάνει τις εισόδους και προσπαθεί να εξάγει
εγγενή χαρακτηριστικά της εµπειρίας µε σκοπό να τα οµαδοποιήσει, να τα ταξινοµήσει κλπ.
Στη µη επιβλεπόµενη µάθηση εποµένως, δεν χρειάζεται η εκ των προτέρων επεξεργασία
των δεδοµένων µε σκοπό την τεκµηρίωση κατάλληλων εξόδων - µια διαδικασία ιδιαίτερα
χρονοβόρα και δύσκολα αυτοµατοποιήσιµη. Αντίθετα, το σύστηµα εντοπίζει πρότυπα και
µοτίβα στα δεδοµένα, ουσιαστικά µοντελοποιεί δηλαδή την υποβόσκουσα κατανοµή τους.

3.2 Τύποι ∆εδοµένων

΄Αλλη µία κατηγοριοποίηση που οφείλουµε να παραθέσουµε, έχει να κάνει µε τον τύπο
των διαθέσιµων δεδοµένων. Συγκεκριµένα διακρίνουµε δύο κατηγορίες, τα αριθµητικά και
τα κατηγορικά δεδοµένα. Ανάλογα µε την κατηγορία µε την οποία εργαζόµαστε κάθε ϕορά
και ϕυσικά ϐάσει των περιορισµών που ϑέτει το σύστηµα µηχανικής µάθησης, ενδέχεται
να χρειαστούν µετατροπές των δεδοµένων σε άλλη µορφή, πριν αυτά δοθούν ως είσοδο στο
σύστηµα ή αφού λάβουµε τη συστηµική έξοδο.

Αριθµητικά ∆εδοµένα Σε αυτήν την κατηγορία ανήκουν δεδοµένα, τα οποία εκφράζονται
σε όρους αριθµών χωρίς κάποιο γνωστό περιορισµό. Τα δεδοµένα αυτά, δηλαδή, µπορεί
να εκφράζονται από ακέραιους αριθµούς, οπότε έχουµε διακριτά αριθµητικά δεδοµένα, ή
µπορεί να εκφράζονται από πραγµατικούς αριθµούς, οπότε έχουµε συνεχή αριθµητικά δεδο-
µένα. Συνήθως, τα αριθµητικά δεδοµένα προκύπτουν από µετρήσεις, όπως για παράδειγµα
το ύψος ή το ϐάρος ενός ανθρώπου, η αξία ενός σπιτιού κλπ. Σηµειώνουµε, εδώ, ότι τα αριθ-
µητικά δεδοµένα µπορούν να δοθούν αυτούσια προς επεξεργασία στα συστήµατα µηχανικής
µάθησης, αν και συνήθως υπόκεινται σε κάποια διαδικασία προεπεξεργασίας, µε σκοπό την
κανονικοποίησή τους.

24 ∆ιπλωµατική Εργασία



3.2 Τύποι ∆εδοµένων

Κατηγορικά ∆εδοµένα Σε αυτήν την κατηγορία ανήκουν δεδοµένα, των οποίων οι δια-
ϕορετικές τιµές είναι πεπερασµένες. Το σύνολο των διαφορετικών τιµών που µπορεί να
πάρει ένα κατηγορικό σύνολο δεδοµένων ονοµάζεται λεξιλόγιο. Συνήθως αντιστοιχίζουµε
κάθε µέλος του λεξιλογίου σε έναν ακέραιο αριθµό, για να πάρουµε µια µορφή δεδοµένων
κατάλληλη για επεξεργασία από το σύστηµα µηχανικής µάθησης - έναντι για παράδειγµα
µιας συµβολοσειράς ή µιας αφηρηµένης έννοιας. Κατηγορικά δεδοµένα είναι συνήθως ποιο-
τικά χαρακτηριστικά όπως το γένος ενός ανθρώπου, η αξιολόγηση σε συγκεκριµένη κλίµακα
(πχ 1 έως 5), οι λέξεις µιας ϕυσικής γλώσσας κλπ. Στην παρούσα εργασία αντιµετωπίζουµε
αποκλειστικά τέτοιου είδους δεδοµένα. Πιο συγκεκριµένα, όπως ϑα αναλύσουµε στο κε-
ϕάλαιο 5, µοντελοποιούµε τις µουσικές νότες και τις χρονικές διάρκειες των δεδοµένων µας
ως µέλη ενός συνόλου δυνατών τιµών - το σύνολο των διαφορετικών νοτών και των επιτρεπτών
χρονικών διαρκειών.
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Κεφάλαιο 4

Τεχνητά Νευρωνικά ∆ίκτυα

Τα τεχνητά νευρωνικά δίκτυα είναι υπολογιστικά µοντέλα εµπνευσµένα από τα ϐιολογικά
νευρωνικά δίκτυα των έµβιων οργανισµών. Πρόκειται για µη γραµµικά συστήµατα

τα οποία είναι της µορφής yyy = f (xxx;ΘΘΘ), όπου xxx και yyy είναι αντίστοιχα η είσοδος και η
έξοδος του νευρωνικού δικτύου, f είναι η συνάρτηση αντιστοίχησης και ΘΘΘ οι παράµετροι του
συστήµατος. Τα νευρωνικά δίκτυα είναι εκπαιδεύσιµα, υπό την έννοια ότι οι παράµετροι ΘΘΘ

µεταβάλλονται, αλλάζοντας τη συστηµική έξοδο yyy, µε απώτερο σκοπό την ελαχιστοποίηση
κάποιας συνάρτησης κόστους. Με αυτόν τον τρόπο πετυχαίνουν τη ϐελτίωση της επίδοσής
τους στην εργασία που τους έχει ανατεθεί και έτσι ικανοποιούν τον ορισµό της µηχανικής
µάθησης που δόθηκε στο προηγούµενο κεφάλαιο.

Σηµαντική για την επιτυχή λειτουργία ενός νευρωνικού δικτύου είναι η αρχιτεκτονική
του, δηλαδή η εσωτερική διαµόρφωση και διασύνδεση των συνιστωσών του. Η αρχιτεκτονική
ενός νευρωνικού δικτύου καθορίζει την ικανότητά του να µαθαίνει ισχυρές αναπαραστάσεις
της εισόδου και ως εκ τούτου να προβλέπει και να γενικεύει πιο αποδοτικά σε άγνωστα δε-
δοµένα. Τις περισσότερες ϕορές η ϕύση των δεδοµένων εισόδου επιβάλλει τη χρήση µιας
συγκεκριµένης αρχιτεκτονικής, η οποία έχει ϕανεί να ανταποκρίνεται καλύτερα από άλ-
λες σε τέτοιου είδους δεδοµένα. Γι΄ αυτό είναι χρήσιµο κανείς να είναι εξοικειωµένος µε
την πληθώρα αρχιτεκτονικών που έχουν αναπτυχθεί. Παρακάτω ϑα παρουσιάσουµε όλα τα
αρχιτεκτονικά στοιχεία που είναι απαραίτητα για τις ανάγκες της παρούσας εργασίας.

4.1 Νευρωνικά ∆ίκτυα Πρόσθιας Τροφοδότησης

Τα νευρωνικά δίκτυα πρόσθιας τροφοδότησης είναι µαθηµατικά µοντέλα που αντιστοι-
χίζουν την είσοδο τους σε κάποια έξοδο χωρίς να υπάρχει ανατροφοδότηση. Η είσοδος σε
ένα τέτοιο νευρωνικό δίκτυο δεν µπορεί να είναι χρονοσειρά. Τα δίκτυα αυτά είναι απλά στη
λειτουργία τους και χρησιµοποιούνται συνήθως για την εύρεση ενός κατάλληλου µετασχη-
µατισµού των δεδοµένων ή για τη µείωση της διαστατικότητάς τους.

4.1.1 Ο απλός τεχνητός νευρώνας

Ο απλός τεχνητός νευρώνας αποτελεί τη ϑεµελιώδη µονάδα των νευρωνικών δικτύων. Στο
Σχήµα 4.1 απεικονίζεται µια τέτοια υπολογιστική µονάδα. Η ϐασική επεξεργασία έχει ως
εξής : Κάθε συνιστώσα, xi της εισόδου xxx πολλαπλασιάζεται µε µια συνιστώσα ϐάρους, wi .
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Στο αποτέλεσµα προστίθεται ένας σταθερός όρος, b, ο οποίος ονοµάζεται πόλωση. Τέλος,
το συνολικό άθροισµα εισάγεται σε µια συνάρτηση, συνήθως µη γραµµική, που ονοµάζεται
συνάρτηση ενεργοποίησης και το αποτέλεσµα της οποίας αποτελεί την έξοδο του νευρώνα.
Η έξοδος του νευρωνικού δικτύου δίδεται εποµένως από την ακόλουθη εξίσωση

y = f (xxxᵀwww + b) (4.1)

Σχήµα 4.1: Ο απλός τεχνητός νευρώνας

4.1.2 Πολυεπίπεδα ∆ίκτυα Απλών Νευρώνων

Τα πολυεπίπεδα δίκτυα απλών νευρώνων είναι δίκτυα, στα οποία περισσότεροι του ενός
απλοί νευρώνες συνδέονται µεταξύ τους µε οργανωµένο τρόπο. Πιο συγκεκριµένα, όπως
ϕαίνεται στο Σχήµα 4.2, οι απλοί νευρώνες οργανώνονται σε επίπεδα και συνδέονται µεταξύ
τους µε τον εξής απλό τρόπο. Η έξοδος ενός νευρώνα που ϐρίσκεται σε κάποιο επίπεδο
γίνεται είσοδος σε κάθε νευρώνα του αµέσως επόµενου επιπέδου.
∆ιαχωρίζουµε τα επίπεδα σε τρεις κατηγορίες.

• Επίπεδο εισόδου. Οι νευρώνες αυτού του επιπέδου λαµβάνουν τις εισόδους τους α-
πευθείας από τα δεδοµένα εισόδου. Είναι υποχρεωτικό το πλήθος των συνιστωσών των
δειγµάτων εισόδου να ισούται µε το πλήθος των νευρώνων του επιπέδου αυτού.

• Επίπεδο εξόδου. Η έξοδος που λαµβάνεται από τους νευρώνες αυτού του επιπέδου α-
ποτελεί την συνολική έξοδο του νευρωνικού δικτύου. Είναι υποχρεωτικό το πλήθος των
νευρώνων του επιπέδου αυτού να ισούται µε το πλήθος των συνιστωσών της επιθυµητής
εξόδου.

• Κρυφό επίπεδο. Είναι το επίπεδο µεταξύ των επιπέδων εισόδου και εξόδου. Στην
πράξη τα νευρωνικά δίκτυα περιλαµβάνουν περισσότερα του ενός κρυφά επίπεδα -
σε αυτήν την περίπτωση τα νευρωνικά δίκτυα καλούνται ϐαθιά. ∆εν υπάρχει κάποιος
περιορισµός ως προς το πλήθος νευρώνων που υπάρχουν σε αυτό το επίπεδο, ούτε ως
προς το συνολικό πλήθος των επιπέδων αυτών.

Συνοπτικά, για ένα δίκτυο l επιπέδων ισχύει

ooo(i) = g(i)
(
WWW (i)ooo(i−1) + bbb(i)

)
(4.2)
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4.1 Νευρωνικά ∆ίκτυα Πρόσθιας Τροφοδότησης

Σχήµα 4.2: Πολυεπίπεδο νευρωνικό δίκτυο

όπου ooo(i) είναι η έξοδος του επιπέδου i, g(i) είναι η συνάρτηση ενεργοποίησης του επιπέδου
καιWWW (i) και bbb(i) είναι ο πίνακας των ϐαρών και το διάνυσµα της πόλωσης αντίστοιχα. ΄Εχουµε
ϑεωρήσει επίσης ότι ισχύει

ooo(0) = g(0)
(
WWW (0)xxx + bbb(0)

)
για το πρώτο επίπεδο του δικτύου.

4.1.3 Επίπεδα Εµφύτευσης (Embedding Layers)

Τα επίπεδα εµφύτευσης είναι συγγενικά των επιπέδων τεχνητών νευρώνων. Η κύρια
λειτουργία τους είναι να συµπυκνώνουν την πληροφορία που υπάρχει στα δείγµατα ει-
σόδου. Χρησιµοποιούνται κυρίως, όταν τα δεδοµένα εισόδου είναι κατηγορικά. Σε αυτήν
την περίπτωση, όπως έχουµε ήδη αναφέρει, µπορούµε να αντιστοιχίσουµε κάθε µέλος του
λεξιλογίου σε έναν ακέραιο αριθµό. Αυτή η πρακτική, όµως, δεν είναι ιδιαίτερα αποτελε-
σµατική, αφού η αντιστοίχιση γίνεται αυθαίρετα κι έτσι είναι πιθανό τα µέλη του λεξιλογίου
που είναι συγγενικά, να αντιστοιχιστούν σε µακρινούς αριθµούς. Κάτι τέτοιο δυσχεραίνει τη
διαδικασία εκπαίδευσης του συστήµατος. Θα προτιµούσαµε, εποµένως, αντί της αυθαίρετης
αντιστοίχισης να έχουµε µια πιο οργανωµένη διαδικασία, η οποία να οµαδοποιεί τα συγγενι-
κά µέλη του λεξιλογίου σε γειτονικά σηµεία. Το επίπεδο εµφύτευσης επιτελεί ακριβώς αυτόν
το ϱόλο. Βρίσκεται συνήθως στα πρώτα επίπεδα ενός νευρωνικού δικτύου και έχει ως σκοπό
να διαµορφώσει ένα χώρο στον οποίο τα συγγενικά µέλη του λεξιλογίου οµαδοποιούνται σε
κοντινές αποστάσεις. Αξίζει εδώ να διευκρινίσουµε την έννοια της συγγένειας, µια έννοια
που δεν είναι καθόλου σαφής σε µαθηµατικούς όρους. Πράγµατι, δεν υπάρχει αυστηρή
µαθηµατική ϑεµελίωση για την εγγύτητα δύο µελών του λεξιλογίου, αυτή όµως µπορεί να
εξαχθεί από τις εµφανίσεις των µελών στα δείγµατα του συνόλου δεδοµένων.

Την ίδια λειτουργία µπορούµε να επιτύχουµε και µε ένα επίπεδο απλών τεχνητών νευ-
ϱώνων, εάν µετασχηµατίσουµε κατάλληλα τα δεδοµένα εισόδου σε one-hot διανύσµατα -
αυτό είναι εφικτό, αφού οι διαφορετικές τιµές των δεδοµένων εισόδου είναι πεπερασµένες.
΄Οµως, η όλη διαδικασία είναι εµφανώς υπολογιστικά πιο αργή σε σχέση µε τη χρήση επι-
πέδου εµφύτευσης και το αποτέλεσµα πανοµοιότυπο.
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Σχήµα 4.3: Απεικονίσεις προτύπων στο χώρο που δηµιουργεί ένα επίπεδο εµφύτευσης. Στα
αριστερά τα δεδοµένα έχουν διαχωριστεί ϐάσει γένους και αξιώµατος µε το Ϲεύγος king-woman
να έχει τη µεγαλύτερη απόσταση. Στα δεξιά τα δεδοµένα εισόδου έχουν διαχωριστεί σε χώρες
και πρωτεύουσες.

4.2 Αναδροµικά Νευρωνικά ∆ίκτυα

Τα αναδροµικά νευρωνικά δίκτυα, είναι τεχνητά νευρωνικά δίκτυα τα οποία διαθέτουν
µνήµη, χάρη στην εσωτερική κατάσταση που διατηρούν. Οι µονάδες των δικτύων αυτών
συνδέονται σειριακά µεταξύ τους µε σκοπό να επεξεργαστούν χρονοσειρές, δηλαδή ακολου-
ϑίες δεδοµένων εισόδου διατεταγµένες ως προς κάποια παράµετρο, όπως για παράδειγµα το
χρόνο.

Σχήµα 4.4: Αναδροµικό νευρωνικό δίκτυο σε συµπτυγµένη (αριστερά) και αναπτυγµένη (δεξιά)
µορφή.

΄Οπως ϕαίνεται στο Σχήµα 4.4, σε κάθε ϐήµα, t ∈ {1,2, ...T }, εκτελούνται οι εξής υπολογισµοί

• Για την κρυφή κατάσταση, ht , του εκάστοτε νευρώνα του δικτύου:

ht = f (Whhht−1 + bh +Whxxt)

όπου f είναι η συνάρτηση ενεργοποίησης για την κρυφή κατάσταση,Whh καιWhx είναι
οι εκπαιδεύσιµες παράµετροι, bh είναι η προκατάληψη και τέλος xt είναι η είσοδος
στο δίκτυο.
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• Για την έξοδο, ot , του εκάστοτε νευρώνα του δικτύου:

ot = g(Wohht + bo)

όπου g είναι η συνάρτηση ενεργοποίησης για την έξοδο, Woh είναι οι εκπαιδεύσιµες
παράµετροι και bo είναι η προκατάληψη.

Αξίζει σε αυτό το σηµείο να παρατηρήσουµε ότι οι εκπαιδεύσιµες παράµετροι του ανα-
δροµικού νευρωνικού δικτύου είναι κοινές για κάθε χρονικό ϐήµα. ΄Εχουµε, δηλαδή, µια
περίπτωση δικτύου µε µοιραζόµενες παραµέτρους.

Τα αναδροµικά νευρωνικά δίκτυα της παραπάνω µορφής αποτελούν ισχυρά εργαλεία
µοντελοποίησης χρονοσειρών, ϑεωρητικά οποιουδήποτε µήκους. Η πράξη, όµως, δείχνει ότι
τα δίκτυα αυτά αδυνατούν να µάθουν τις εξαρτήσεις µεταξύ δειγµάτων της εισόδιας χρονο-
σειράς, όταν αυτά είναι χρονικά πολύ αποµακρυσµένα µεταξύ τους. Αδυνατούν µε άλλα
λόγια να αναγνωρίσουν και να εκφράσουν, µέσω των εκπαιδεύσιµων παραµέτρων, µακρο-
χρόνιες εξαρτήσεις µεταξύ των δεδοµένων εισόδου. Το πρόβληµα αυτό είναι καίριο για την
εργασία µας, καθώς τα µουσικά κείµενα ενέχουν τέτοιου είδους µακροχρόνιες εξαρτήσεις
και η προσέγγιση της σύνθεσης µε τη χρήση του απλού αναδροµικού νευρωνικού δικτύου
είναι καταδικασµένη να αποτύχει. Στις επόµενες παραγράφους ϑα αναλύσουµε δύο δοµές
που επιλύουν αυτό το πρόβληµα σε ικανοποιητικό ϐαθµό.

4.2.1 Νευρωνικά ∆ίκτυα Long Short-Term Memory

Τα νευρωνικά δίκτυα Long Short-Term Memory (LSTM) κατασκευάστηκαν µε σκοπό την
επεξεργασία ακολουθιών εισόδου µεγάλου µήκους. Ποιοτικά, µία µονάδα LSTM διαθέτει

• µια πύλη εισόδου, που ελέγχει τη ϱοή νέας πληροφορίας στο εσωτερικό της

• µια πύλη απώλειας, που επιτρέπει ή αποτρέπει την παραµονή της υπάρχουσας πλη-
ϱοφορίας στο εσωτερικό της

• µια πύλη εξόδου, που ελέγχει τη ϱοή της υπάρχουσας πληροφορίας προς το εξωτερικό
περιβάλλον

Αναλυτικότερα και όπως ϕαίνεται στο Σχήµα 4.5, µια µονάδα LSTM εκτελεί τους ακόλου-
ϑους υπολογισµούς :

ft = σ(Wf xt + Uf ht−1 + bf )

it = σ(Wixt + Uiht−1 + bi)

ot = σ(Woxt + Uoht−1 + bo)

ct = ft � ct−1 + it � tanh(Wcxt + Ucht−1 + bc)

ht = ot � tanh(ct)

όπου ως � εννοούµε το γινόµενο Hadamard, δηλαδή το γινόµενο στοιχείο προς στοιχείο.
Είναι ϕανερό πως οι υπολογισµοί που εκτελεί µια µονάδα LSTM είναι πολλοί και υπο-

λογιστικά κοπιαστικοί. Πράγµατι, είναι ευρέως αποδεκτό ότι οι εν λόγω µονάδες είναι αργές
και απαιτούν µεγάλη επεξεργαστική ισχύ.
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Σχήµα 4.5: Μονάδα δικτύου LSTM

4.2.2 Νευρωνικά ∆ίκτυα Gated Recurrent Unit

Τα νευρωνικά δίκτυα Gated Recurrent Unit (GRU) κατασκευάστηκαν µε σκοπό την ε-
πεξεργασία ακολουθιών εισόδου µεγάλου µήκους χωρίς να χρειάζονται τη µεγάλη επεξερ-
γαστική ισχύ που απαιτούν οι µονάδες LSTM. Πρόκειται, δηλαδή, για µια απλοποιηµένη
µονάδα, η οποία σε ορισµένες εργασίες διατηρεί την αποτελεσµατικότητά της. Ποιοτικά, µία
µονάδα GRU διαθέτει

• µια πύλη ανανέωσης, που ελέγχει τη ϱοή της υπάρχουσας πληροφορίας προς το ε-
ξωτερικό περιβάλλον. Αυτή η πύλη είναι αντίστοιχη της πύλης εξόδου µιας µονάδας
LSTM.

• µια πύλη επαναφοράς, που ϱυθµίζει τον όγκο πληροφορίας που η µονάδα πρέπει να
ξεχάσει. Αυτή η πύλη αποτελεί τον συνδυασµό των πυλών εισόδου και απώλειας του
LSTM.

Σχήµα 4.6: Μονάδα δικτύου GRU

Αναλυτικότερα και όπως ϕαίνεται στο Σχήµα 4.6, µια µονάδα GRU εκτελεί τους ακόλου-
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ϑους υπολογισµούς :

zt = σ(Wzxt + Uzht−1 + bz)

rt = σ(Wrxt + Urht−1 + br)

h̃t = tanh(Whxt + rt � (Uhht−1) + bh)

ht = (1 − zt) � ht−1 + zt � h̃t

όπου και πάλι ως � εννοούµε το γινόµενο Hadamard.

4.3 Αυτοκωδικοποιητές

Οι αυτοκωδικοποιητές αποτελούν µια πολύ ενδιαφέρουσα κατηγορία τεχνητών νευρωνι-
κών δικτύων. Τα δίκτυα αυτά λειτουργούν µε µη επιβλεπόµενο τρόπο, δεν απαιτείται δηλαδή,
η οργάνωση του συνόλου δεδοµένων σε Ϲεύγη εισόδου-εξόδου. Αντίθετα, ένας αυτοκωδικο-
ποιητής ϑεωρεί ως επιθυµητή έξοδο, την είσοδο που του δόθηκε. Εκ πρώτης όψεως ένα
τέτοιο δίκτυο ϕαίνεται να είναι άχρηστο, όµως ϑα δούµε πως η ικανότητα του να γενικεύει
στα δεδοµένα που του παρέχουµε και να κάνει προβλέψεις το καθιστά ελκυστικό σε πολλές
εφαρµογές.

Σχήµα 4.7: Αναπαράσταση της αρχιτεκτονικής ενός αυτοκωδικοποιητή

Μια τυπική αρχιτεκτονική ενός αυτοκωδικοποιητή ϕαίνεται στο Σχήµα 4.7. Συγκεκρι-
µένα, ο αυτοκωδικοποιητής είναι ένα σύστηµα που έχει τις ακόλουθες τρεις συνιστώσες.

• Ο κωδικοποιητής. Πρόκειται για ένα νευρωνικό δίκτυο που κωδικοποιεί τα δεδοµένα
εισόδου, µετατρέπει, δηλαδή, τα δεδοµένα εισόδου στην εσωτερική του αναπαράστα-
ση. Η αναπαράσταση αυτή είναι συνήθως µικρότερης διαστατικότητας από αυτή των
δεδοµένων εισόδου.

• Το κρύφο επίπεδο ή επίπεδο κώδικα. Περιλαµβάνει τις εκπαιδεύσιµες παραµέτρους
που σχετίζονται µε την εσωτερική αναπαράσταση των δεδοµένων εισόδου που διατηρεί
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ο αυτοκωδικοποιητής. Αυτές οι παράµετροι ιδανικά ενέχουν όλη την πληροφορία που
χρειάζεται για την ανακατασκευή ενός στιγµιοτύπου των δεδοµένων εισόδου.

• Ο αποκωδικοποιητής. Πρόκειται για ακόµα ένα νευρωνικό δίκτυο που λαµβάνει ένα
στιγµιότυπο της εσωτερικής αναπαράστασης του αυτοκωδικοποιητή και ανακατασκευ-
άζει το στιγµιότυπο εισόδου που αρχικά είχε κωδικοποιηθεί µε αυτήν την αναπαράστα-
ση.

Μια ενδιαφέρουσα εφαρµογή του αυτοκωδικοποιητή είναι η ανακατασκευή ενός στιγµιο-
τύπου των δεδοµένων εισόδου µε γνώση µόνο της εσωτερικής αναπαράστασης και χρήση του
αποκωδικοποιητή. Πιο συγκεκριµένα, µετά την εκµάθηση της εσωτερικής αναπαράστασης,
διαγράφουµε τον κωδικοποιητή και διατηρούµε στο δίκτυο µόνο το κρυφό επίπεδο και τον
αποκωδικοποιητή. ΄Ετσι, αναµένουµε η είσοδος που πλέον δίνουµε στο δίκτυο να αρκεί για
να ανακατασκευαστεί πλήρως ή έστω µε παραπλήσιο τρόπο ένα στιγµιότυπο του αρχικού συ-
νόλου δεδοµένων. Εάν πετύχουµε κάτι τέτοιο, τότε µπορούµε να επιλέγουµε τυχαία σηµεία
της εσωτερικής αναπαράστασης του αυτοκωδικοποιητή και να παίρνουµε µια έξοδο κοντινή
στο αρχικό σύνολο δεδοµένων.

∆υστυχώς, κάτι τέτοιο δεν είναι τόσο απλό να επιτευχθεί µε την έως τώρα διάταξη. Πιο
συγκεκριµένα, πρέπει να κατανοήσουµε ότι οι παράµετροι του κρυφού επιπέδου ενός αυτο-
κωδικοποιητή ορίζουν έναν χώρο στον οποίο δεν έχουµε καµία δυνατότητα πλοήγησης, ούτε
διαθέτουµε τον κωδικοποιητή, για να µας καθοδηγήσει. Εποµένως, µια αυθαίρετη είσοδος
στο κρυφό επίπεδο σε καµία περίπτωση δεν µπορεί να οδηγήσει µε στατιστική ϐεβαιότη-
τα στην επιθυµητή έξοδο. Θα υπάρχουν περιπτώσεις όπου επιλέγουµε κάποιο σηµείο του
χώρου αναπαράστασης που δεν έχει αντιστοιχιστεί µε κανένα στιγµιότυπο του αρχικού συ-
νόλου δεδοµένων, ούτε προσεγγίζει κάποιο, µε αποτέλεσµα η έξοδος του νευρωνικού δικτύου
να είναι απροσδιόριστη.

Για να πετύχουµε τον παραπάνω στόχο, χρειάζεται να εισάγουµε έναν ακόµη περιορισµό
για τις παραµέτρους του κρυφού επιπέδου. ΄Εναν περιορισµό στο χώρο αναπαράσταση που
διαµορφώνεται, ώστε αυτός να πληροί κάποιες εκ των προτέρων γνωστές συνθήκες, ϐάσει
των οποίων κάθε αυθαίρετη ή έστω τυχαία είσοδος στο κρυφό επίπεδο να παράγει έξοδο που
προσεγγίζει κάποιο από τα στιγµιότυπα εισόδου. Η τεχνική αυτή περιγράφεται λεπτοµερώς
στην επόµενη παράγραφο.

4.3.1 Variational Αυτοκωδικοποιητές (VAE)

Οι variational αυτοκωδικοποιητές είναι νευρωνικά δίκτυα, όµοια στην αρχιτεκτονική
µε τους αυτοκωδικοποιητές που παρουσιάσαµε στην προηγούµενη παράγραφο, διαφέρουν
όµως από αυτούς στη µαθηµατική µοντελοποίηση. Πρόκειται για γεννητικά µοντέλα, τα
οποία προσπαθούν να ανακαλύψουν την εσωτερική δοµή των δεδοµένων εισόδου, µε σκοπό
να παράγουν παρόµοια δεδοµένα. Στην εργασία µας, αυτή η λειτουργία είναι απαραίτητη,
καθώς στοχεύουµε να παράγουµε νέα µουσικά κείµενα, ϐάσει όσων προηγουµένως παρατη-
ϱήθηκαν. Στη συνέχεια παρουσιάζουµε συντόµως το µαθηµατικό υπόβαθρο πάνω στο οποίο
στηρίζονται αυτοί οι αυτοκωδικοποιητές. Μια πλήρης πραγµατεία µπορεί να ϐρεθεί στο [6].

Κεντρικό ϱόλο στον variational αυτοκωδικοποιητή παίζει το κρυφό του επίπεδο. Θεωρού-
µε ότι οι τιµές των µεταβλητών αυτού του επιπέδου, έστω zi , προκύπτουν από δειγµατοληψία
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µιας κατανοµής, p(z). Ισχύει, δηλαδή, zi ∼ p(z). Θεωρούµε ακόµη ότι τα δεδοµένα εισόδου,
έστω xi , προκύπτουν από την παρατήρηση των τιµών zi , δηλαδή xi ∼ p(x | z).

Σε αυτό το πλαίσιο, σκοπός µας είναι να ϐρούµε κατάλληλες τιµές zi , σύµφωνα µε τα
δεδοµένα εισόδου που διαθέτουµε και µε τα οποία τροφοδοτούµε το σύστηµα. Αναζητούµε,
µε άλλα λόγια, µια έκφραση για την ποσότητα p(z | x).

Από το ϑεώρηµα του Bayes γνωρίζουµε ότι

p(z | x) =
p(x | z)
p(x)

p(z) (4.3)

΄Αγνωστος στην εξίσωση είναι ο παρονοµαστής του κλάσµατος, p(x), ο οποίος ϐέβαια µπορεί
να εκφραστεί ως

∫
p(x | z)p(z)dz. Αυτή η µορφή δυστυχώς απαιτεί εκθετικό χρόνο για να

υπολογιστεί και έτσι η εύρεση της επιθυµητής ποσότητας µε αυτόν τον τρόπο καθίσταται
ανέφικτη. Αντ΄ αυτού ϑα προσεγγίσουµε την κατανοµή p(z | x) µε µια οικογένεια κατα-
νοµών qλ(z | x), όπου λ είναι οι παράµετροι που προσδιορίζουν µια συγκεκριµένη κατα-
νοµή από την οικογένεια. ΄Επειτα, ϑα χρησιµοποιήσουµε την απόκλιση Kullback-Leibler,
D (qλ(z | x) ‖ p(z | x)), για να µετρήσουµε την διαφορά µεταξύ των δύο κατανοµών και να
πάρουµε µια εκτίµηση της αποτελεσµατικότητας της προσέγγισης που εφαρµόζουµε. Στόχος
µας τώρα είναι να ϐρούµε κατάλληλες παραµέτρους λ, οι οποίες να ελαχιστοποιούν την α-
πόσταση Kullback-Leibler. Προσπαθούµε να λύσουµε το πρόβληµα

q*λ(z | x) = arg min
λ
D (qλ(z | x) ‖ p(z | x)) (4.4)

Και πάλι εάν κανείς µελετήσει τη µαθηµατική έκφραση της απόκλισης Kullback-Leibler, ϑα
εντοπίσει την ποσότητα p(x), η οποία όπως είπαµε είναι δαπανηρό να υπολογιστεί. ΄Οµως
µπορούµε να ϕράξουµε την εν λόγω απόκλιση από την ELBO και να µεγιστοποιήσουµε αυτή.
Περισσότερες λεπτοµέρειες δεν µας είναι χρήσιµες και παραλείπονται. Αυτό που έχει αξία
είναι το γεγονός ότι έχουµε µια αποδοτική µέθοδο επίλυσης της εξίσωσης 4.4.

Ας εξετάσουµε τώρα τη σύνδεση της αρχιτεκτονικής του νευρωνικού δικτύου ενός αυτο-
κωδικοποιητή µε το παραπάνω µαθηµατικό πλαίσιο. Θεωρούµε ότι ο κωδικοποιητής του
νευρωνικού δικτύου παίρνει τα δεδοµένα εισόδου και παράγει τις παραµέτρους, λ, και µο-
ντελοποιεί την κατανοµή προσέγγισης qθ(z | x, λ), όπου θ είναι οι εσωτερικές παράµετροι του
κωδικοποιητή. Το στιγµιότυπο, z, λαµβάνεται από τη δειγµατοληψία αυτής της κατανοµής
και έπειτα δίδεται στον αποκωδικοποιητή. Αυτός µοντελοποιεί την κατανοµή pφ(x | z), όπου
φ είναι οι εσωτερικές παράµετροί του. Τα δείγµατα αυτής της κατανοµής αποτελούν την
έξοδο του συστήµατος.

Για να πάρουµε δείγµατα από το σύστηµα χωρίς να δώσουµε κάποια είσοδο, απλώς
δειγµατολειπτούµε ένα z ∼ p(z) και το τροφοδοτούµε στον αποκωδικοποιητή. Αυτός µε
τη σειρά του ϑα µας δώσει ένα δείγµα της pφ(x | z) που είναι κατάλληλα ϱυθµισµένη να
προσεγγίζει την κατανοµή των δεδοµένων µας.
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4.4 Συναρτήσεις Ενεργοποίησης

Οι συναρτήσεις ενεργοποίησης χρησιµοποιούνται κατά κόρον στα νευρωνικά δίκτυα και
είναι αυτές που προσδίδουν τον έντονα µη γραµµικό χαρακτήρα σε αυτά τα συστήµατα, αλλά
και επιτρέπουν την αποδοτική εύρεση ϐέλτιστων αναπαραστάσεων των εισόδων. Οι συναρ-
τήσεις αυτές επιδρούν στους - συνήθως γραµµικούς - µετασχηµατισµούς που επιβάλλουν τα
νευρωνικά δίκτυα στις εισόδους τους. Η έξοδός µιας συνάρτησης ενεργοποίησης ποιοτικά
εκφράζει το ϐαθµό στον οποίο ο νευρώνας πρέπει να ενεργοποιηθεί.

Ορισµένες συνήθεις συναρτήσεις ενεργοποίησης που χρησιµοποιούνται είναι οι ακόλου-
ϑες :

• Η ϐηµατική συνάρτηση Heaviside:

H(x) =

0, αν x < 0

1, αν x ≥ 0

• Η σιγµοειδής ή λογιστική συνάρτηση:

sigmoid(x) =
1

1 + e−x
=

ex

ex + 1

Η συνάρτηση αυτή έχει µια πολύ ϐολική ιδιότητα όσον αφορά στην παράγωγό της.
Συγκεκριµένα ισχύει

sigmoid′(x) = sigmoid(x)(1 − sigmoid(x))

΄Οπως ϑα αναλύσουµε στο κεφάλαιο 4.5, η ευκολία στον υπολογισµό της παραγώγου
της συνάρτησης ενεργοποίησης είναι µεγάλης σηµασίας για την αποδοτική, σε όρους
ταχύτητας, εκπαίδευση του νευρωνικού δικτύου.

• Η συνάρτηση υπερβολικής εφαπτοµένης :

tanh(x) =
ex − e−x

ex + e−x

Ας παρατηρήσουµε, εδώ, ότι tanh(x) = 2sigmoid(2x) − 1, εποµένως και η συνάρτηση
υπερβολικής εφαπτοµένης έχει πρώτη παράγωγο που είναι εύκολη στον υπολογισµό.

• Η ανορθωµένη γραµµική συνάρτηση (ReLU):

ReLU (x) = x+ = max(0, x)

• Η συνάρτηση softmax:

σ(zzz)i =
ezi∑K
j=1 e

z
j

, i = 1, ..., K και zzz = (z1, ..., zK )

Η συνάρτηση αυτή χρησιµοποιείται κατά κόρον για την αντιστοίχιση των εξόδων ενός
νευρωνικού δικτύου σε έγκυρες τιµές πιθανοτήτων. Συχνά, µάλιστα, αναφέρεται ως
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επίπεδο softmax, επειδή η είσοδος σε αυτή τη συνάρτηση είναι ένα διάνυσµα που
προέρχεται από το τελευταίο επίπεδο ενός νευρωνικού δικτύου.

Η επιλογή της κατάλληλης συνάρτησης ενεργοποίησης δεν είναι ούτε προφανής, ούτε
εύκολη. Συνήθως στηριζόµαστε στα αποτελέσµατα υπάρχουσας έρευνας ή κάνουµε δοκιµές
και επιλέγουµε τη συνάρτηση που αποδίδει καλύτερα. ∆ύο Ϲητήµατα ϑα πρέπει να έχουµε
υπόψη, όταν επιλέγουµε µια συνάρτηση ενεργοποίησης. Αρχικά, πρέπει να λογαριάσουµε
το υπολογιστικό κόστος. Εύκολα διαπιστώνει κανείς, µε απλή επισκόπηση των µαθηµα-
τικών τύπων, ότι κάποιες συναρτήσεις ενεργοποίησης είναι απλούστερες στη µορφή τους
από άλλες. Αυτές επιταχύνουν τη διαδικασία εκπαίδευσης του νευρωνικού δικτύου. ΄Αλ-
λο ένα κριτήριο που ϑα πρέπει να λάβουµε υπόψη είναι το σύνολο τιµών της συνάρτησης
ενεργοποίησης. ∆εδοµένου ότι η έξοδος ενός νευρωνικού δικτύου είναι συνήθως η έξοδος
της συνάρτησης ενεργοποίησής του, τότε ϑα πρέπει να ϕροντίσουµε, ώστε το σύνολο τιµών
της συνάρτησης ενεργοποίησης να είναι υπερσύνολο των τιµών των επιθυµητών εξόδων. Σε
αντίθετη περίπτωση, οι έξοδοι του νευρωνικού δικτύου ϑα έχουν πάντα απόκλιση από τις
επιθυµητές εξόδους.

4.5 Εκπαίδευση Νευρωνικών ∆ικτύων

Μέχρι τώρα έχουµε αναλύσει σε ϐάθος τη λειτουργία όλων των συνιστωσών ενός συστήµα-
τος νευρωνικών δικτύων που ϑα µας χρειαστούν για το τελικό σύστηµα που ϑα αναπτύξουµε.
Καλούµαστε σε αυτήν την ενότητα να προσδιορίσουµε τον τρόπο µε τον οποίο ϑα εκπαιδε-
ύσουµε το νευρωνικό δίκτυο, δηλαδή, τον τρόπο µε τον οποίο ϑα µεταβάλουµε τις εσωτερικές
παραµέτρους του, έτσι ώστε η έξοδος του συστήµατος να είναι όσο το δυνατόν παραπλήσια
της επιθυµητής εξόδου.

Ας ϑυµηθούµε τον ορισµό των νευρωνικών δικτύων που δώσαµε στην αρχή του παρόντος
κεφαλαίου και συγκεκριµένα ας εξετάσουµε τη γενική µαθηµατική έκφραση ενός νευρωνι-
κού δικτύου που αποδώσαµε ως ŷ̂ŷy = f (xxx;ΘΘΘ). Γίνεται πλέον ϕανερό, πως ο µόνος τρόπος µε
τον οποίο µπορούµε να µεταβάλουµε δυναµικά το σύστηµα είναι µέσω των παραµέτρων ΘΘΘ,
αφού η συνάρτηση f αφορά στην αρχιτεκτονική του συστήµατος και δεν µπορεί να µεταβλη-
ϑεί. Εποµένως, η εκπαίδευση ενός νευρωνικού δικτύου ανάγεται στην εύρεση εκείνων των
παραµέτρων ΘΘΘ που ϑα δώσουν συστηµική έξοδο ικανοποιητικά παραπλήσια της επιθυµητής
εξόδου, για κάθε είσοδο, είτε γνωστή, είτε άγνωστη.

Ξεκινούµε την πραγµατεία µας µε την καθιέρωση µιας µετρικής που προσδιορίζει το
σφάλµα µεταξύ της επιθυµητής εξόδου, yyy, και της συστηµικής εξόδου, ŷ̂ŷy. Η µετρική αυτή
ϑα πρέπει να λαµβάνει την ελάχιστη τιµή της, όταν ŷ̂ŷy = yyy. Ορίζουµε τη συνάρτηση κόστους
L(ŷ̂ŷy,yyy) για ακριβώς αυτό το σκοπό. Ανάλογα µε το είδος του νευρωνικού δικτύου, η συνάρ-
τηση L ποικίλλει. Συνήθως, όµως, επιλέγεται, ως συνάρτηση κόστους, το µέσο τετραγωνικό
σφάλµα για αριθµητικά δεδοµένα και η διασταυρούµενη εντροπία για κατηγορικά δεδοµένα.
Αξίζει να σηµειώσουµε, εδώ, ότι

L(ŷ̂ŷy,yyy) = L (f (xxx;ΘΘΘ) , yyy) = L(ΘΘΘ)

Εποµένως, η διαδικασία εκπαίδευσης του νευρωνικού δικτύου έχει πλέον πάρει µαθηµατική
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µορφή και συγκεκριµένα συνίσταται στην ελαχιστοποίηση της συνάρτησης κόστους ως προς
τις παραµέτρους ΘΘΘ.

Για να ελαχιστοποιήσουµε τη συνάρτηση κόστους, ϑα χρησιµοποιήσουµε τον επαναλη-
πτικό αλγόριθµο κατάβασης κλίσης Ο αλγόριθµος αυτός είναι ευρέως χρησιµοποιούµενος
στο πεδίο των νευρωνικών δικτύων και έχουν προταθεί πολλές παραλλαγές του. Για µια
πλήρη επισκόπηση των διαφορετικών αλγορίθµων ϐελτιστοποίησης, παραπέµπουµε τον α-
ναγνώστη στο [7]. Σύµφωνα µε τον απλό αλγόριθµο κατάβασης κλίσης, η τροποποίηση των
παραµέτρων, ΘΘΘ, του συστήµατος γίνεται σε ϐήµατα ως εξής :

ΘΘΘt+1 = ΘΘΘt − η
∂L(ΘΘΘ)
∂ΘΘΘ

(4.5)

όπου η ο ϱυθµός µάθησης της διαδικασίας εκπαίδευσης. Ο ϱυθµός µάθησης καθορίζει το
µέγεθος της µεταβολής των παραµέτρων του δικτύου και πρέπει να επιλέγεται µε µεγάλη
προσοχή. Ας ϑυµηθούµε ότι ο στόχος της εκπαίδευσης είναι η προσέγγιση του ελαχίστου
της συνάρτησης κόστους σε εύλογο χρονικό διάστηµα. Η επιλογή µικρού ϱυθµού εκπαίδευ-
σης ϑα οδηγήσει σε πολύ αργή χρονικά σύγκλιση. Αντίθετα, ένας πολύ µεγάλος ϱυθµός
εκπαίδευσης ϑα οδηγήσει ενδεχοµένως σε καθολική αποτυχία σύγκλισης, όπως ϕαίνεται στο
Σχήµα 4.8.

Σχήµα 4.8: ∆ιάφοροι ϱυθµοί εκπαίδευσης. Στα αριστερά ο ϱυθµός εκπαίδευσης είναι πολύ
µικρός και η σύγκλιση είναι αργή. Στα δεξιά ο ϱυθµός εκπαίδευσης είναι πολύ µεγάλος µε
αποτέλεσµα η εκπαίδευση να αποκλίνει. Στο κέντρο ο ϱυθµός εκπαίδευσης είναι ιδανικός.

Για να συνοψίσουµε, η διαδικασία εκπαίδευσης ενός νευρωνικού δικτύου αποτελείται
από τα παρακάτω ϐήµατα:

• Υπολογισµός της εξόδου ŷ̂ŷy = f (xxx;ΘΘΘ) και της τιµής συνάρτησης κόστους L(ŷ̂ŷy,yyy).

• Αλλαγή της τιµής κάθε εσωτερικής παραµέτρου κατά ∆θ = −η ∂L∂θ .

Σε αυτό το σηµείο πρέπει να τονίσουµε ότι η σχέση µεταξύ της τιµής της συνάρτησης
κόστους και των επιµέρους εσωτερικών παραµέτρων του νευρωνικού δικτύου δεν είναι προ-
ϕανής και άρα η µερική παραγώγιση ως προς αυτές χρήζει περαιτέρω επεξήγησης. Πιο
συγκεκριµένα, η συνάρτηση κόστους υπολογίζεται από την έξοδο του συστήµατος, όµως οι
εσωτερικές παράµετροι ϐρίσκονται σε όλα τα επίπεδα του δικτύου. Η συσχέτιση όλων των
εσωτερικών παραµέτρων µε τη συνάρτηση κόστους γίνεται εύκολα αν κανείς λάβει υπόψη
το γεγονός ότι η έξοδος ενός επιπέδου του νευρωνικού δικτύου γίνεται είσοδος στο αµέσως
επόµενο επίπεδο. Το σκεπτικό αυτό οργανώνεται και χρησιµοποιείται στην τεχνική της ο-
πίσθιας διάδοσης του σφάλµατος [8], η οποία καθίσταται εφικτή χάρη στον κανόνα αλυσίδας
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των παραγώγων. Οι µαθηµατικές λεπτοµέρειες είναι ελάσσονος σηµασίας και παραλείπονται.
Αξίζει µόνο να παραθέσουµε ένα σηµείο-κλειδί που ενέχει αυτή η τεχνική και µας επιτρέπει
να εκπαιδεύουµε αποτελεσµατικά µεγάλα νευρωνικά δίκτυα. Η διάδοση του σφάλµατος
γίνεται αποκλειστικά από την έξοδο προς την είσοδο του συστήµατος. ΄Ετσι, η ανανέωση των
παραµέτρων που ϐρίσκονται σε ένα επίπεδο του δικτύου, δεν εξαρτάται από τις παραµέτρους
των προηγούµενων επιπέδων.

∆ιπλωµατική Εργασία 39





Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 5

Σύνολα ∆εδοµένων και Αναπαραστάσεις

Στο κεφάλαιο αυτό παρουσιάζουµε όλα τα σχετικά Ϲητήµατα µε τα σύνολα δεδοµένων
που χρησιµοποιήσαµε σε αυτήν την εργασία καθώς και τον τρόπο αναπαράστασής

τους. Είναι πλέον εύκολα κατανοητό πως στο πεδίο της Μηχανικής Μάθησης τα δεδοµένα
κατέχουν πρωταρχικό ϱόλο. ΄Ετσι, τόσο η επιλογή τους, η επεξεργασία τους αλλά και η χρήση
ενός κατάλληλου συστήµατος αναπαράστασής τους είναι καίριας σηµασίας. Στις επόµενες
παραγράφους ϑα αναλύσουµε σε ϐάθος όλα αυτά τα ϑέµατα.

5.1 Σύνολα ∆εδοµένων

Η επιτυχής λειτουργία ενός νευρωνικού δικτύου στηρίζεται σε µεγάλο ϐαθµό στην ποι-
ότητα των δεδοµένων µε τα οποία το εκπαιδεύουµε. Γι΄ αυτό έχει µεγάλη σηµασία η επιλογή
συνόλων δεδοµένων τα οποία είναι ευρέως χρησιµοποιούµενα, ώστε να εξασφαλίσουµε ότι
τυχόν σφάλµατα ή παρατυπίες έχουν ήδη διορθωθεί από την κοινότητα. Χρησιµοποιούµε τα
δύο ακόλουθα, πολύ γνωστά σύνολα δεδοµένων, για τους σκοπούς αυτής της εργασίας.

JSB Chorales Αυτό το σύνολο δεδοµένων περιλαµβάνει 382 κοράλ που συνέθεσε ο Γερ-
µανός συνθέτης Γιόχαν Σεµπάστιαν Μπαχ (1685-1750). Πρόκειται για έργα κυρίως εκκλη-
σιαστικά, τα περισσότερα από τα οποία γράφτηκαν για τέσσερις ϕωνές. Ο Μπαχ αναζητούσε
τη ϑρησκευτική τελειότητα µέσα από τα έργα του και έτσι η µουσική του είναι οργανω-
µένη µε έναν πολύ αυστηρό τρόπο, που δεν έχει σκοπό να προσεγγίσει το συναίσθηµα του
ακροατή, αλλά προσπαθεί µε κάθε κόστος να ακολουθήσει ένα σύνολο κανόνων - που ο
ίδιος ο συνθέτης ως επί το πλείστον ϑέσπισε. Σε αυτά τα έργα, εποµένως, υπάρχει µικρή
ελευθερία, υπό την έννοια ότι κάθε νότα έχει τοποθετηθεί σε µια συγκεκριµένη ϑέση και
επιτελεί έναν αυστηρά καθορισµένο αρµονικό ϱόλο. ΄Οπως ϕαίνεται στο σχήµα 5.1, κάθε
ϕωνή κινείται σε περιορισµένο εύρος, χωρίς πολλά άλµατα και εκπλήξεις για τον ακροατή.
Ο ϱυθµός είναι ευδιάκριτος, καθώς σε κάθε ϱυθµικό κτύπο έχουµε συνήθως την εισαγωγή
µιας νέας συγχορδίας ή τη διατήρηση της προηγούµενης, ενώ σχεδόν όλες οι νότες έχουν ίσες
χρονικές αξίες. ΄Ενα ακόµα χαρακτηριστικό των έργων αυτών είναι η πολυπλοκότητα τους,
όπως γίνεται κατανοητό από την ταυτόχρονη κίνηση κάποιων ή όλων των ϕωνών ανοδικά ή
καθοδικά.

∆ιπλωµατική Εργασία 43



Κεφάλαιο 5. Σύνολα ∆εδοµένων και Αναπαραστάσεις

Σχήµα 5.1: Απόσπασµα του έργου BWV 253 του Γιόχαν Σεµπάστιαν Μπαχ

Nottingham Database (NMD) Πρόκειται για ένα σύνολο 1200 Βρετανικών και Αµερικάνι-
κων ϕολκ κοµµατιών. Αυτά τα κοµµάτια παρουσιάζουν µεγαλύτερη ελευθερία ως προς τη
διάταξη των νοτών, καθώς ο σκοπός τους είναι η ευχαρίστηση του ακροατή και η κίνηση του
ενδιαφέροντός του. ΄Ετσι, η µελωδία είναι πιο ϱευστή και υπάρχει µεγαλύτερη ϱυθµική ποι-
κιλία. Κύριο χαρακτηριστικό αυτού του συνόλου δεδοµένων είναι η συστηµατική συνοδεία
της µελωδίας από µια τρίφωνη συγχορδία. Αυτή η δοµή καθιστά το σύνολο NMD απλούστερο
από το JSB.

Σχήµα 5.2: Απόσπασµα ενός κοµµατιού του συνόλου Nottingham

5.2 Αναπαράσταση Μουσικής στον Υπολογιστή

Η µουσική ως γνωστόν αποτελεί πλούσια γλώσσα έκφρασης συναισθηµάτων και διήγησης
ιστοριών. ∆εν παύει όµως να αποτελεί και ένα µέσο επικοινωνίας των ανθρώπων που απαιτεί
έναν πολύ αυστηρό κώδικα, ώστε όλοι οι συµµετέχοντες στην επικοινωνία να αντιλαµβάνονται
το ίδιο µήνυµα. ΄Ετσι, µε το πέρασµα του χρόνου αναπτύχθηκε µια εκτενής σηµειολογία που
αποτελεί την κοινή γλώσσα της µουσικής. Τις τελευταίες δεκαετίες, µε την καθιέρωση των
υπολογιστών, δηµιουργήθηκε η ανάγκη καταγραφής της µουσικής σε ψηφιακά µέσα. Για
το λόγο αυτό αναπτύχθηκαν διάφορα πρωτόκολλα που επιτρέπουν την αναπαράσταση ενός
µουσικού κειµένου µε ψηφιακό τρόπο. Αυτά τα πρωτόκολλα ορίζουν µε αυστηρό τρόπο όλα
εκείνα τα στοιχεία που αποτελούν τη γλώσσα της µουσικής.

΄Ενα από τα πιο γνωστά πρωτόκολλα αναπαράστασης της µουσικής γλώσσας µε ψηφια-
κό τρόπο είναι το MIDI - µια συνοπτική παρουσίασή του γίνεται στο [9]. Για πρώτη ϕορά
προτάθηκε τον Οκτώβριο του 1981 από τους Dave Smith και Chet Wood και είχε σκο-
πό να καθιερώσει µια κοινώς αποδεκτή διεπαφή µεταξύ τον υπολογιστή και των διαφόρων
ηλεκτρονικών µουσικών οργάνων της εποχής και να δώσει τη δυνατότητα ηχογράφησής τους.
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Αυτό το πρωτόκολλα κωδικοποιεί όλα τα µουσικά σύµβολα ως γεγονότα που συµβαίνουν
στο χρόνο. Τα γεγονότα µπορεί να είναι για παράδειγµα η αρχή και το τέλος µιας νότας, η
επισήµανση κάποιου επιπέδου δυναµικής, κάποιας ϱυθµικής σφραγίδας, κάποιου κλειδιού
και γενικότερα οποιουδήποτε στοιχείου εµπλέκεται στο µουσικό κοµµάτι και το επηρεάζει.
Περισσότερες λεπτοµέρειες του πρωτοκόλλου MIDI δεν µας ενδιαφέρουν άµεσα, αφού υπάρ-
χουν διαθέσιµες πολλές ϐιβλιοθήκες κώδικα που καθιστούν εύκολη την επεξεργασία και την
εξαγωγή πληροφοριών από τα αρχεία αυτού του τύπου.

5.3 Αναπαράσταση Μουσικής για Μηχανική Μάθηση

Εκτός από την ψηφιακή µορφή που έχουν τα δεδοµένα που χρησιµοποιούµε, µπορούµε
να επιλέξουµε µια πιο ϐολική αναπαράσταση, εξειδικευµένη στο πρόβληµα που επιλύουµε.
Η αναπαράσταση που ϑα επιλέξουµε να χρησιµοποιήσουµε παίζει πολύ σηµαντικό ϱόλο για
την επιτυχή εκπαίδευση του νευρωνικού δικτύου. Ακόµα και ένα ισχυρό σύστηµα είναι κα-
ταδικασµένο να αποτύχει, αν η αναπαράσταση των δεδοµένων µε τα οποία το τροφοδοτούµε
είναι κακής ποιότητας. Επιλέγουµε σε αυτήν την εργασία, µια διανυσµατική αναπαράστα-
ση που προτάθηκε από το [10]. Σε αυτήν την αναπαράσταση, κάθε νότα του κοµµατιού
εκφράζεται ως ένα διάνυσµα XXX , που έχει τρεις συνιστώσες (P, dt, D) καθεµία εκ των οποίων
είναι ένα one-hot διάνυσµα.

• Το P (pitch) αναπαριστά τον τόνο της νότας. Θεωρούµε συνολικά 89 διαφορετικούς
τόνους, 88 εκ των οποίων είναι οι διαθέσιµοι τόνοι σε ένα πιάνο και έναν ακόµη χρη-
σιµοποιούµε για τη σηµατοδότηση του τέλους µιας µουσικής ϕράσης - λέξηµα τέλους.
Εποµένως P ∈ {0,1}89.

• Το dt εκφράζει το χρόνο που πέρασε από την προηγούµενη νότα. Τονίζουµε εδώ,
ότι αν dt = 0, τότε η τρέχουσα νότα ηχεί ταυτόχρονα µε την προηγούµενή της. Με
αυτόν τον κοµψό τρόπο αναπαριστούµε τις συγχορδίες. Εφόσον ο χρόνος είναι συνεχής
ποσότητα, χρησιµοποιούµε κβάντωση της χρονικής αξίας µιας πλήρους νότας σε 33
Ϲώνες. Εποµένως dt ∈ {0,1}33.

• Το D (duration) εκφράζει τη χρονική διάρκεια κατά την οποία ηχεί η τρέχουσα νότα.
Χρησιµοποιούµε την ίδια κβάντωση και έχουµε οµοίως ότι D ∈ {0,1}33.

Η επιλογή 33 χρονικών Ϲωνών µας επιτρέπει να εκφράσουµε όλες τις µουσικές διάρκειες
που χρησιµοποιούνται συχνά, όπως το όγδοο ή το παρεστιγµένο, καθώς και πιο περίπλοκες
διάρκειες όπως τα τρίηχα και οι τρίλιες.

Αξίζει σε αυτό το σηµείο να αιτιολογήσουµε τα πλεονεκτήµατα αυτή της αναπαράστασης
και το λόγο για τον οποίο αυτή είναι ελκυστική. Η µουσική, ως αντικείµενο µελέτης της
Μηχανικής Μάθησης, είναι παρεµφερής µε τη ϕυσική γλώσσα. Και στις δύο περιπτώσεις
υπάρχει ένα λεξιλόγιο και κάθε στιγµιότυπο του συνόλου δεδοµένων αποτελείται από µια
χρονοσειρά µελών του λεξιλογίου. Υπάρχει όµως µια σηµαντική διαφορά µεταξύ των δύο
που καθιστά την µελέτη της µουσικής πιο περίπλοκη. Η µουσική είναι εγγενώς δι-αξονική
στη ϕύση της, υπό την έννοια ότι εκτυλίσσεται τόσο στο χρόνο όσο και στο χώρο της αρµονίας,
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µε τη µορφή συγχορδιών. Κύριο αίτιο αυτής της διαφορά είναι η δυνατότητα ταυτόχρονης
ήχησης νοτών στη µουσική, ενώ κάτι αντίστοιχο δεν συναντάται στη ϕυσική γλώσσα. Η
χρήση αυτής της αναπαράστασης µας επιτρέπει να εκφράζουµε τη χωρική συνιστώσα της
µουσικής στο πεδίο του χρόνου (ϑέτοντας dt = 0 όπως περιγράψαµε προηγουµένως). ΄Ετσι
καταλήγουµε σε µια αναπαράσταση που συµπυκνώνει όλη την πληροφορία σε έναν µόνο
άξονα και µπορούµε να στηριχθούµε στην έρευνα πάνω στην επεξεργασία ϕυσικής γλώσσας
για τα πειράµατά µας. Ταυτόχρονα, µε αυτήν την αναπαράσταση, το σύνολο των δεδοµένων
µας καθίσταται κατάλληλο για χρήση στα αναδροµικά δίκτυα που έχουµε αναφέρει και τα
οποία δύνανται να επεξεργαστούν χρονοσειρές µίας µόνο διάστασης.

Επιπλέον του µουσικού περιεχοµένου, πρέπει να αναπαραστήσουµε και το µουσικό είδος
ενός κοµµατιού. Αυτό γίνεται εύκολα αν ϑεωρήσουµε ακόµα ένα one-hot διάνυσµα ZcatZcatZcat ∈

{0,1}s, όπου s το πλήθος των διαφορετικών µουσικών ειδών που χρησιµοποιούµε.
Ως τελευταίο ϐήµα, για τους σκοπούς της εργασίας, χωρίζουµε ένα µουσικό κοµµάτι σε

τµήµατα καθένα εκ των οποίων αποτελείται από k µη επικαλυπτόµενα µουσικά µέτρα - ή
λιγότερα αν πρόκειται για το τελευταίο τµήµα. Στην παρούσα εργασία ασχολούµαστε µόνο
µε τις περιπτώσεις k = 4 ή k = 8. Από εδώ και πέρα ϑεωρούµε ως στιγµιότυπα του συνόλου
δεδοµένων αυτά τα τµήµατα k µουσικών µέτρων και όχι εξ ολοκλήρου τα κοµµάτια που το
απαρτίζουν. Ορίζουµε nT , το πλήθος των νοτών σε ένα τµήµα. Είµαστε πλέον σε ϑέση να
ορίσουµε αυστηρά τη µαθηµατική µορφή ενός στιγµιοτύπου του συνόλου δεδοµένων µας ως
ένα διάνυσµα νοτών XXX = (X1X1X1,X2X2X2 . . . ,XnTXnTXnT ) και ένα διάνυσµα µουσικού είδουςZcatZcatZcat .

Σκοπός του νευρωνικού µας δικτύου, όπως ϑα δούµε στο επόµενο κεφάλαιο, είναι η
ανακατασκευή του διανύσµατος νοτών και η πρόβλεψη του µουσικού είδους ϐάσει των δο-
ϑέντων νοτών. Αυτή η πρακτική ϑα δώσει µετέπειτα στο νευρωνικό µας δίκτυο τη δυνατότητα
συµπερασµού µουσικού περιεχοµένου µε συγκεκριµένο είδος.
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Κεφάλαιο 6

Υλοποίηση του Συστήµατος

Σε αυτό το κεφάλαιο αναλύουµε λεπτοµερώς το νευρωνικό δίκτυο που αναπτύξαµε στα
πλαίσια της παρούσας διπλωµατικής εργασίας. Στις επόµενες παραγράφους ϑα περι-

γράψουµε τις συνιστώσες του συστήµατος, τον τρόπο εκπαίδευσής του καθώς και την απα-
ϱαίτητη επεξεργασία των δεδοµένων πριν την είσοδο και µετά την έξοδο. Το σύστηµα είναι
κατά κύριο λόγο εµπνευσµένο από τη δουλειά που παρουσιάζεται στο [11].

Στόχος του συστήµατος είναι η παραγωγή µουσικής µε ϐάση το επιλεγµένο είδος και
χωρίς καµία παρέµβαση από τον συνθέτη. Με άλλα λόγια, η µόνη είσοδος στο σύστηµα κατά
τη λειτουργία του ϑα είναι το µουσικό είδος και πέρα από αυτήν δεν ϑα δίνεται καµία άλλη
πληροφορία. Επιθυµητή έξοδος ϑα είναι µια µουσική ϕράση συγκεκριµένης διάρκειας, η
οποία αντικατοπτρίζει το µουσικό είδος που έχει επιλεγεί. Η διάρκεια της µουσικής ϕράσης
είναι ϱητά ορισµένη από τη διάρκεια των µουσικών τµηµάτων που αποτελούν το σύνολο
δεδοµένων. ΄Οπως αναφέραµε στο προηγούµενο κεφάλαιο πειραµατιζόµαστε µε διάρκειες
k = 4 και k = 8 µουσικών µέτρων. Είναι εµφανές ότι όσο µεγαλύτερη είναι η διάρκεια ενός
µουσικού τµήµατος, τόσο µεγαλύτερη είναι η χρονοσειρά νοτών που το αντιπροσωπεύει και
εποµένως η εκπαίδευση του νευρωνικού δικτύου καθίσταται δυσκολότερη.

6.1 Αρχιτεκτονική Seq2Seq

Προτού µελετήσουµε τις λεπτοµέρειες υλοποίησης του νευρωνικού δικτύου της εργασίας,
αξίζει να αναφερθούµε στο γενικότερο πρόβληµα το οποίο προσπαθούµε να επιλύσουµε.
Πιο συγκεκριµένα και εάν αγνοήσουµε τη δυνατότητα επιλογής µουσικού είδους από το
χρήστη, είµαστε αντιµέτωποι µε ένα πρόβληµα seq2seq [12]. Σε αυτό το πρόβληµα έχουµε
µια ακολουθία εισόδου και µια ακολουθία επιθυµητής εξόδου - οι οποίες πιθανώς έχουν
διαφορετικά µήκη. Σκοπός του νευρωνικού δικτύου είναι η σωστή πρόβλεψη της επιθυµητής
εξόδου µε ϐάση την είσοδο. Αυτό το πρόβληµα δίνει ένα αρκετά γενικό ϑεωρητικό υπόβαθρο
για προβλήµατα όπως η αυτόµατη µετάφραση από µια ϕυσική γλώσσα σε µια άλλη, ή η
αυτόµατη ολοκλήρωση µιας ϕράσης.

Η ϐασική ιδέα µιας αρχιτεκτονικής seq2seq στηρίζεται σε ένα αναδροµικό νευρωνικό
δίκτυο που κωδικοποιεί την είσοδο σε ένα διάνυσµα σταθερού µήκους, το οποίο µετέπειτα
χρησιµοποιείται από ένα επίσης αναδροµικό νευρωνικό δίκτυο που έχει σκοπό να εξάγει την
επιθυµητή έξοδο. Συνήθως προσαρτούµε ένα λέξηµα που προσδιορίζει την αρχή και ένα που
προσδιορίζει το τέλος της πρότασης τόσο στην ακολουθία εισόδου όσο και στην ακολουθία
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Σχήµα 6.1: Γενική δοµή ενός προβλήµατος seq2seq

εξόδου. Με αυτόν τον τρόπο, οριοθετούµε τις προτάσεις, ώστε κατά την πρόβλεψη να ξέρουµε
πότε αρχίζει και πότε τελειώνει η έξοδος του νευρωνικού δικτύου.

Για τους σκοπούς της παρούσας εργασίας, χρησιµοποιούµε αυτό το ϑεωρητικό υπόβαθρο
µε ελαφρές τροποποιήσεις. Πιο συγκεκριµένα, η αρχιτεκτονική µας - που όπως ϑα δούµε
στην επόµενη παράγραφο είναι ένας variational αυτοκωδικοποιητής - διαθέτει δύο αναδρο-
µικά νευρωνικά δίκτυα για την κωδικοποίηση της εισόδιας ακολουθίας και την µετέπειτα
εξαγωγή της επιθυµητής εξόδου. Υπενθυµίζουµε ότι η επιθυµητή έξοδος, στο πλαίσιο ε-
νός αυτοκωδικοποιητή, ταυτίζεται µε την είσοδο. Προσαρτούµε στην επιθυµητή έξοδο ένα
εναρκτήριο λέξηµα, ώστε αυτό να σηµατοδοτεί την αρχή του µουσικού τµήµατος. Αυτό είναι
απαραίτητο στην εφαρµογή µας, καθώς κατά το συµπερασµό το δίκτυο δεν έχει καµιά είσο-
δο σχετική µε το µουσικό περιεχόµενο. ΄Ετσι, ορίζουµε εµείς αυτό το λέξηµα ως την αρχική
είσοδο στο νευρωνικό δίκτυο, το οποίο µετέπειτα ϑα συνεχίσει την παραγωγή µουσικής ϐήµα
προς ϐήµα. Περισσότερες λεπτοµέρειες δίνονται στις επόµενες παραγράφους.

6.2 Αρχιτεκτονική του Νευρωνικού ∆ικτύου

Το νευρωνικό δίκτυο της εργασίας µας είναι ένας variational αυτοκωδικοποιητής, οι
συνιστώσες του οποίου είναι είναι ικανές να επεξεργαστούν χρονοσειρές. Επιλέγουµε έναν
variational αυτοκωδικοποιητή, γιατί µας ενδιαφέρει η ικανότητά του να αποτυπώνει εσωτε-
ϱικά την κατανοµή των δεδοµένων εισόδου και να παράγει νέα δεδοµένα ϐάσει αυτής.

΄Οπως έχουµε αναφέρει στο κεφάλαιο 4.3, ένας αυτοκωδικοποιητής έχει ένα δίκτυο κω-
δικοποιητή και ένα δίκτυο αποκωδικοποιητή. Χρησιµοποιούµε και στις δύο περιπτώσεις
αναδροµικά νευρωνικά δίκτυα και συγκεκριµένα επιλέγουµε τα δίκτυα LSTM ή GRU. Αυ-
τή η επιλογή δικαιολογείται από το γεγονός ότι τόσο η είσοδος στο δίκτυο µας όσο και η
έξοδος από αυτό είναι χρονοσειρές σχετικά µακράς διάρκειας και όπως αναλύθηκε, αυτά τα
αναδροµικά νευρωνικά δίκτυα είναι πολύ αποτελεσµατικά στην επεξεργασία τέτοιου είδους
δεδοµένων. Σηµειώνουµε εδώ ότι, πριν το αναδροµικό δίκτυο του κωδικοποιητή, έχουµε
τοποθετήσει ένα επίπεδο εµφύτευσης µε σκοπό να µειώσουµε τη διαστατικότητα των στιγ-
µιοτύπων της εισόδου.

Το κρυφό επίπεδο που χρησιµοποιούµε στον αυτοκωδικοποιητή είναι ίσως το πιο πε-
ϱίπλοκο. Αυτό το επίπεδο χωρίζεται σε δύο υποδίκτυα, τα οποία εν τέλει συνενώνονται και
αποτελούν το τελικό επίπεδο κώδικα, z, που διαµορφώνει το χώρο αναπαράστασης της πλη-
ϱοφορίας του αυτοκωδικοποιητή. Οι δύο συνιστώσες αντιστοιχούν στις αναπαραστάσεις των
δύο λειτουργιών που επιδιώκουµε να εξάγουµε από τα δεδοµένα.

Η µία συνιστώσα, zc, αφορά στην εξαγωγή του µουσικού περιεχοµένου, δηλαδή ασχο-
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6.2 Αρχιτεκτονική του Νευρωνικού ∆ικτύου

Σχήµα 6.2: Αρχιτεκτονική του νευρωνικού δικτύου

λείται µε την εύρεση µιας κατάλληλης αναπαράστασης, ώστε το σύστηµα να µπορεί να α-
ναπαράξει αποτελεσµατικά την είσοδο. Αυτή η συνιστώσα ακολουθεί τη δοµή ενός τυπικού
variational αυτοκωδικοποιητή όπου η οικογένεια κατανοµών προσέγγισης qθ(z | x, λ) είναι
η κανονική κατανοµή (µια συνοπτική ανάλυση του µαθηµατικού υποβάθρου του variational
αυτοκωδικοποιητή γίνεται στην παράγραφο 4.3.1). Εποµένως, η συνιστώσα αυτή αποτελείται
από δύο επίπεδα, µ και σ, ίσου πλήθους απλών τεχνητών νευρώνων, τα οποία µοντελοποιούν
τις µέσες τιµές και τις τυπικές αποκλίσεις των κατανοµών Gauss του αυτοκωδικοποιητή. Για
να είναι υπολογίσιµες οι παράγωγοι, εφαρµόζουµε το - σύνηθες στους variational αυτοκω-
δικοποιητές - τρικ επαναπροσδιορισµού των παραµέτρων [6] σύµφωνα µε το οποίο

zc = µ + ϸσ

όπου ϸ είναι ένας τυχαίος ϑόρυβος Gauss.

Η δεύτερη συνιστώσα, zs, σχετίζεται µε την εκµάθηση του µουσικού είδους, δηλαδή τη
σωστή πρόβλεψή του από το µουσικό τµήµα που δόθηκε ως είσοδος. Αρχικά ο κωδικοποιητής
παράγει το διάνυσµα zcat που αντιπροσωπεύει το µουσικό είδος της εισόδου και το οποίο
ϑεωρούµε ότι είναι one-hot. Η διακριτή ϕύση του zcat καθιστά ανέφικτο τον υπολογισµό των
παραγώγων που απαιτούνται κατά την εκπαίδευση του δικτύου, γι΄ αυτό χρησιµοποιούµε το
µετασχηµατισµό ϐάσει της κατανοµής Gumbel [13]:

G = − log(− log(Unif[0,1]))

z′cat = softmax
(
(zcat + G)/τgumbel

)
όπου G είναι ο ϑόρυβος και τgumbel η ϑερµοκρασία Gumbel. ΄Οσο πιο κοντά στο µηδέν είναι η
ϑερµοκρασία, τόσο το διάνυσµα z′cat προσεγγίζει το one-hot αντίστοιχό του. Χρησιµοποιούµε
το µετασχηµατισµένο διάνυσµα ως είσοδο σε ένα επίπεδο εµφύτευσης. ΄Ετσι, παίρνουµε µια
συµπαγή αναπαράσταση του µουσικού είδους, η οποία εµπειρικά αποδίδει καλύτερα από
την one-hot αναπαράσταση. Αυτή η αναπαράσταση συνιστά το zs.

Από κοινού οι συνιστώσες zc και zs συνενώνονται και αποτελούν το κρυφό επίπεδο z, το
οποίο εν τέλει εµπεριέχει όλη την απαραίτητη πληροφορία για την αυτόνοµη παραγωγή ενός
µουσικού τµήµατος συγκεκριµένου είδους από το νευρωνικό δίκτυο.
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Σχήµα 6.3: Μετασχηµατισµός Gumbel ενός διανύσµατος για διάφορες ϑερµοκρασίες

6.3 Λειτουργία του Συστήµατος

Για την καλύτερη κατανόηση των εσωτερικών συνιστωσών του νευρωνικού δικτύου που
αναπτύξαµε, ϑα εξετάσουµε τις δύο περιπτώσεις στις οποίες λειτουργεί ένας variational αυ-
τοκωδικοποιητής. Αρχικά, ϑα µελετήσουµε την πορεία των δεδοµένων από την είσοδο έως
την έξοδο κατά την εκπαίδευση του συστήµατος. Υπενθυµίζουµε ότι κατά την εκπαίδευση,
το σύστηµα είναι εφοδιασµένο τόσο µε τον κωδικοποιητή όσο και µε τον αποκωδικοποιη-
τή. ΄Επειτα, ϑα εξετάσουµε τη λειτουργία συµπερασµού, δηλαδή, τη διαδικασία παραγωγής
µουσικών τµηµάτων, όπου έχουµε αποµακρύνει τον κωδικοποιητή και η µόνη είσοδος στο
σύστηµα είναι το µουσικό είδος που επιλέγει ο χρήστης.

6.3.1 Λειτουργία κατά την Εκπαίδευση

΄Εχουµε ήδη ορίσει ως είσοδο στο σύστηµα κατά την εκπαίδευση τα δύο διανύσµατα XXX =

(X1X1X1,X2X2X2 . . . ,XnT )XnT )XnT ) καιZcatZcatZcat . Θα µελετήσουµε τώρα την αλληλεπίδραση αυτών µε το νευρωνικό
µας δίκτυο. Το διάνυσµα XXX είναι αυτό που περνάει µέσα από τα επίπεδα του νευρωνικού
δικτύου και παρέχει την πληροφορία τόσο για την εκµάθηση του µουσικού περιεχοµένου,
όσο και για την πρόβλεψη του µουσικού είδους. Το διάνυσµα ZcatZcatZcat χρησιµοποιείται µόνο
στην έξοδο για την επιβεβαίωση της σωστής πρόβλεψης του µουσικού είδους.

Η πορεία που ακολουθεί το διάνυσµα XXX µέσα στο νευρωνικό δίκτυο έχει ως εξής. Αρ-
χικά, τροφοδοτούµε τη συνιστώσα P καθενός XiXiXi ∈ XXX στο επίπεδο εµφύτευσης, µε σκοπό να
µειώσουµε τη διαστατικότητά της σε µια τιµή κοντά σε αυτές των dt και D. ΄Εχουµε επιλέξει
την τιµή 32 και έτσι παίρνουµε το διάνυσµα νοτών X ′iX

′
iX
′
i = (P′, dt, D), όπου πλέον P′ ∈ R32

και dt, D ∈ {0,1}33. ΄Επειτα τροφοδοτούµε το X ′iX
′
iX
′
i στον κωδικοποιητή, από τον οποίο παίρ-

νουµε τις µέσες τιµές και τις τυπικές αποκλίσεις των κατανοµών Gauss που µοντελοποιεί ο
αυτοκωδικοποιητής, καθώς και µια πρόβλεψη, ẐcatẐcatẐcat , για το µουσικό είδος. Εφαρµόζουµε
τους δύο µετασχηµατισµούς που αναλύσαµε στην προηγούµενη παράγραφο και δίνουµε το
παραχθέν Ẑ′catẐ′catẐ′cat στο επίπεδο εµφύτευσης του µουσικού είδους. ΄Ετσι, έχουµε τις εσωτερικές
αναπαραστάσεις zc και zs τις οποίες συνενώνουµε στο τελικό διάνυσµα z.

Τέλος, χρησιµοποιούµε το z ως αρχική κατάσταση του αναδροµικού δικτύου του αποκω-
δικοποιητή και τροφοδοτούµε σε αυτόν το εναρκτήριο λέξηµα. Συγκεντρώνουµε τις εξόδους
που δίνει ο αποκωδικοποιητής ϐήµα προς ϐήµα, έως ότου ϐρούµε το λέξηµα τέλους. Φτι-
άχνουµε έτσι την ακολουθία νοτών εξόδου, X̂̂X̂X, του συστήµατος. Η συνολική έξοδος του
δικτύου είναι η ŷ̂ŷy =

(
X̂̂X̂X,ẐcatẐcatẐcat

)
.
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6.4 Εκπαίδευση του Νευρωνικού ∆ικτύου

Αλγοριθµος 6.1: Εµπρόσθια τροφοδότηση της εισόδου στο νευρωνικό δίκτυο

Είσοδος: XXX (το διάνυσµα νοτών)
΄Εξοδος: X̂̂X̂X,ẐcatẐcatẐcat (το ανακατασκευασµένο διάνυσµα νοτών και η πρόβλεψη του µουσικού είδους)

Θέσε (P, dt, D) = XXX

Θέσε X′X′X′ = (embed(P), dt, D)
Θέσε µ, σ, ẐcatẐcatẐcat = encode(X′X′X′)

Θέσε zc = µ + ϸ · σ
Θέσε ẑ′cat = softmax

(
(ẑcat + G)/τgumbel

)
(G είναι ο ϑόρυβος Gumbel)

Θέσε zs = embed(ẑ′cat)
Θέσε z = concat(zc, zs)

Θέσε X̂̂X̂X = decode(z, start_token)

Επέστρεψε X̂̂X̂X,ẐcatẐcatẐcat

6.3.2 Λειτουργία Συµπερασµού

Για τη λειτουργία συµπερασµού αποµακρύνουµε τον κωδικοποιητή και παίρνουµε ως
είσοδο από το χρήστη απευθείας το one-hot διάνυσµαZcatZcatZcat . Σε αυτή τη λειτουργία δεν υπο-
λογίζουµε παραγώγους και εποµένως δεν χρειάζεται να µετασχηµατίσουµε τοZcatZcatZcat . ∆ίνουµε
αυτό το διάνυσµα στο επίπεδο εµφύτευσης που σχετίζεται µε το µουσικό είδος και παίρνουµε
από αυτό την εσωτερική αναπαράσταση, zs, του µουσικού είδους που έχει επιλεγεί. ΄Επειτα,
δειγµατολειπτούµε µια τυπική κανονική κατανοµή και συνενώνουµε το αποτέλεσµα αυτό µε
το zs. Παίρνουµε έτσι το διάνυσµα του κρυφού επιπέδου, z.

Το z αποτελεί την αρχική κατάσταση του αναδροµικού δικτύου του αποκωδικοποιητή,
τον οποίο τροφοδοτούµε µε το εναρκτήριο λέξηµα. Συγκεντρώνουµε τις εξόδους που δίνει ο
αποκωδικοποιητής ϐήµα προς ϐήµα, έως ότου ϐρούµε το λέξηµα που σηµατοδοτεί το τέλος
του µουσικού τµήµατος. Φτιάχνουµε έτσι την ακολουθία νοτών εξόδου του συστήµατος και
την µετατρέπουµε σε µορφή MIDI, ώστε να είναι αναγνώσιµη από τον χρήστη.

6.4 Εκπαίδευση του Νευρωνικού ∆ικτύου

Σε αυτήν την παράγραφο ϑα εξετάσουµε τον τρόπο εκπαίδευσης του νευρωνικού δικτύου.
Το πρώτο ϐήµα προς αυτήν την κατεύθυνση είναι η εύρεση µιας κατάλληλης συνάρτησης
κόστους. Η συνάρτηση κόστους έχει αρκετές συνιστώσες, ώστε να καλύπτει όλες τις πλευ-
ϱές του συστήµατος µας. ΄Επειτα ϑα δούµε πως χειριζόµαστε τις υπερπαραµέτρους που
προκύπτουν στο σύστηµα.

Συνάρτηση Κόστους Πρωταρχικό ϱόλο στη συνάρτηση κόστους παίζει το κόστος ανακατα-
σκευής ενός µουσικού τµήµατος, δηλαδή µια ποσοτικοποίηση της διαφοράς της εξόδου, X̂̂X̂X,
του νευρωνικού δικτύου από την αναµενόµενη έξοδο, που στο πλαίσιο του αυτοκωδικοποιητή
ταυτίζεται µε την είσοδο, XXX. Χρησιµοποιούµε τη διασταυρούµενη εντροπία αθροιστικά για
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κάθε συνιστώσα των X̂̂X̂X και XXX.

Lri = −

 89∑
j=1

Pj log(P̂j) +

33∑
j=1

dtj log(d̂tj) +

33∑
j=1

D log(D̂j)

 (6.1)

Lr =

nT∑
i=1

Lri (6.2)

΄Επειτα, ϑεωρούµε το κόστος απόκλισης Kullback–Leibler όπως δικαιολογήθηκε στην
παράγραφο 4.3.1. Εδώ χρησιµοποιούµε την τυπική κανονική κατανοµή, οπότε ο όρος αυτό
γίνεται

LKL = −� · D (qθ(z | x, µ, σ) || N(0, III)) (6.3)

Χρησιµοποιούµε την παράµετρο �, για να καθορίσουµε το ϐαθµό στον οποίο η εν λόγω α-
πόκλιση συµµετέχει στη συνάρτηση κόστους. ΄Οσο λιγότερο συµµετέχει, τόσο πιο εύκολη
είναι η εκπαίδευση. Εµπειρικά είναι χρήσιµο στην αρχή της εκπαίδευσης, η απόκλιση να
µην εµπλέκεται, αφού τόσο ο κωδικοποιητής όσο και ο αποκωδικοποιητής δεν είναι ακόµα
καλά εκπαιδευµένοι και η παρουσία του εν λόγω όρου δυσχεραίνει τη διαδικασία. Χρησιµο-
ποιούµε τη µέθοδο της ανόπτησης πάνω στο � και αυξάνουµε σταδιακά τη συνεισφορά του
όρου LKL στη συνάρτηση κόστους.

Οι αυτοκωδικοποιητές χρονοσειρών είναι ιδιαίτερα ευάλωτοι σε ένα πρόβληµα που απο-
καλείται posterior collapse [14]. Σε αυτήν την περίπτωση και λόγω της αποτελεσµατικότητας
των αναδροµικών νευρωνικών δικτύων στην εύρεση αναπαραστάσεων, ο αποκωδικοποιητής
αγνοεί το κρυφό επίπεδο και ο όρος KL µηδενίζεται εξαιτίας του µηδενισµού των µέσων τι-
µών που µοντελοποιούµε. Αυτό δεν είναι επιθυµητό, αφού εν τέλει στηριζόµαστε στο κρυφό
επίπεδο για την παραγωγή µουσικών τµηµάτων και ο µηδενισµός αυτού το καθιστά άχρη-
στο. Προς αποφυγή αυτής της δυσµενούς κατάστασης, εισάγουµε έναν ακόµη παράγοντα
κόστους, ο οποίος ϑα αποδίδει ποινές, όταν η διασπορά των µέσων τιµών των κατανοµών
Gauss που µοντελοποιούµε είναι πολύ µικρή. Ο όρος αυτός ονοµάζεται µ-forcing και δίνε-
ται από την ακόλουθη έκφραση:

Lµ = max

0, �µ − 1
2N

N∑
n=1

(
µn − µ̄)T (µn − µ̄)

) (6.4)

Η παράµετρος �µ είναι υπερπαράµετρος και καθορίζει το επίπεδο στο οποίο ϑα σταθεροποι-
ηθεί η διασπορά των µέσω τιµών.

Τέλος, έχουµε το κόστος που προκύπτει από την εσφαλµένη πρόβλεψη του µουσικού
είδους, το οποίο εκφράζουµε πάλι σε όρους διασταυρούµενης εντροπίας :

Ls = −

S∑
s=1

zcats log ẑcats (6.5)

Η τελική συνάρτηση κόστους του νευρωνικού δικτύου είναι το άθροισµα όλων των προη-
γούµενων όρων

L (ŷ̂ŷy,yyy) = Lr + LKL + Lµ + Ls (6.6)
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και χρησιµοποιείται από τον αλγόριθµο ϐελτιστοποίησης για την εύρεση των ϐέλτιστων εσω-
τερικών παραµέτρων του δικτύου.

Υπερπαράµετροι Οι υπερπαράµετροι είναι όλες εκείνες οι παράµετροι του συστήµατος
που δεν είναι εκπαιδεύσιµες, δηλαδή οι ϐέλτιστες τιµές τους δεν ϐρίσκονται αυτόµατα από
τον αλγόριθµο ϐελτιστοποίησης κατά την εκπαίδευση αλλά επιλέγονται από εµάς και µένουν
σταθερές κατά την εκπαίδευση. Είναι αναγκαίο να γνωρίζουµε επακριβώς ποιες είναι οι
υπερπαράµετροι του συστήµατος, αφού η επιλογή τους επηρεάζει δραστικά τη διαδικασία
εκπαίδευσης και κατ΄ επέκταση την επίδοση του νευρωνικού δικτύου. Οι υπερπαράµετροι
του συστήµατος παρουσιάζονται στον πίνακα 6.1.

Υπερπαράµετρος Περιγραφή Πιθανές Τιµές

rnn_dim ∆ιάσταση των αναδροµικών δικτύων 128, 256, 512
rnn_type Τύπος αναδροµικών δικτύων LSTM, GRU
enc_dropout Dropout για τον κωδικοποιητή 0.4, 0.5, 0.6, 0.7
dec_dropout Dropout για τον αποκωδικοποιητή 0.4, 0.5, 0.6, 0.7
cont_dim ∆ιάσταση κρυφού επιπέδου z 20, 50, 120, 200, 400
mu_force Παράµετρος �µ του όρου µ-forcing 1.3
t_gumbel Θερµοκρασία Gumbel 0.0005, 0.001, 0.02, 0.1
style_dim ∆ιάσταση επιπέδου εµφύτευσης του είδους 20, 80, 150, 300
beta_anneal Βήµατα ανόπτησης της απόκλισης KL 1000, 2500, 5000
lr Αρχικός ϱυθµός µάθησης 5e-4, 5.5e-4, 6e-4, 8e-4, 1e-3
decay Ρυθµός πτώσης του ϱυθµού µάθησης 0.85, 0.93, 0.95, 0.97

Πίνακας 6.1: Υπερπαράµετροι του νευρωνικού δικτύου

Η ϐελτιστοποίηση των υπερπαραµέτρων του συστήµατος συνίσταται στην εξαντλητική α-
ναζήτηση του χώρου των πιθανών τιµών τους. Κάτι τέτοιο, δυστυχώς, είναι υπολογιστικά
ανέφικτο, γι΄ αυτό χρησιµοποιούµε τη µέθοδο Hyperband [15]. Αυτή η µέθοδος αποδίδει
τιµές στις υπερπαραµέτρους αρχικά µε τυχαίο τρόπο και εκπαιδεύει τα διαφορετικά µοντέλα
για λίγες εποχές. Στη συνέχεια, διατηρεί τα µοντέλα που απέδωσαν καλύτερα και τα εκπαι-
δεύει για περισσότερες εποχές. Με αυτόν τον τρόπο, παίρνουµε εν τέλει µια προσέγγιση της
ϐέλτιστης επιλογής υπερπαραµέτρων. Αξίζει να σηµειώσουµε ότι η µέθοδος Hyperband απο-
δίδει εκθετικά περισσότερους πόρους (όπως ο χρόνος εκπαίδευσης) στα καλύτερα µοντέλα,
γεγονός το οποίο εν µέρει αιτιολογεί την επίδοση αυτής της µεθόδου στη ϐελτιστοποίηση των
υπερπαραµέτρων.

Υπερεκπαίδευση (overfitting) Η υπερεκπαίδευση είναι µια κατάσταση κατά την οποία
το νευρωνικό δίκτυο έχει µάθει τόσο τα δεδοµένα εισόδου, όσο και τον ϑόρυβο που κρύβεται
σε αυτά, µε αποτέλεσµα να αδυνατεί να γενικεύσει σε πρωτοφανή δεδοµένα και να µειώνεται
κατ΄ επέκταση η επίδοση του. Στο σύστηµα της παρούσας εργασίας χρησιµοποιούµε τρία
αντίµετρα, για να αποφύγουµε την υπερεκπαίδευση.

• Τυχαιοποιούµε τη σειρά µε την οποία παρουσιάζουµε τα δεδοµένα εισόδου στο νευρω-
νικό δίκτυο. Με αυτόν τον τρόπο ϐοηθάµε τη διαδικασία ελαχιστοποίησης της συνάρ-
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τησης κόστους και αποφεύγουµε την παγίδευση του αλγορίθµου ϐελτιστοποίησης σε
τοπικά ελάχιστα.

• Αλλοιώνουµε ορισµένους τόνους σε κάθε µουσικό τµήµα - ουσιαστικά εισάγουµε ϑόρυ-
ϐο στα δεδοµένα. ΄Ετσι, υποχρεώνουµε το νευρωνικό δίκτυο να µάθει γενικότερες
αναπαραστάσεις των δεδοµένων µε αποτέλεσµα να γενικεύει καλύτερα.

• Χρησιµοποιούµε δύο επίπεδα dropout, ένα στον κωδικοποιητή και ένα στον αποκω-
δικοποιητή. Τα επίπεδα αυτά αποκλείουν από την εκπαίδευση ορισµένους νευρώνες
του δικτύου µε τυχαίο τρόπο και έτσι εξαναγκάζουν όλους τους νευρώνες του δικτύου
να εµπλακούν στη διαδικασία της µάθησης.
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Κεφάλαιο 7

Πειραµατικά Αποτελέσµατα

7.1 Μετρικές Αξιολόγησης του Συστήµατος

Ξεκινούµε την πραγµατεία των πειραµάτων µας αρχικά µε τη µελέτη των µετρικών α-
ξιολόγησης του συστήµατος. Η εγκαθίδρυση µιας κατάλληλης σειράς µετρικών για την
παρακολούθηση του συστήµατος είναι απαραίτητη, ώστε να έχουµε σε κάθε στιγµή µια ξε-
κάθαρη εικόνα της αποτελεσµατικότητάς του. ΄Οπως αναλύουµε στη συνέχεια, διαχωρίζουµε
τις µετρικές σε δύο κατηγορίες ανάλογα µε τη χρήση τους. Από τη µια πλευρά έχουµε τις
µετρικές τις οποίες υπολογίζουµε τοπικά πάνω σε ένα µουσικό τµήµα και από την άλλη
έχουµε όσες εξάγονται ϐάσει ενός συνόλου τµηµάτων που ανήκουν στο ίδιο µουσικό είδος.

Οι ακόλουθες δύο µετρικές χρησιµοποιούνται πάνω σε ένα µουσικό τµήµα και προσ-
διορίζουν άµεσα την αποτελεσµατικότητα του νευρωνικού µας δικτύου. Οι µετρικές αυτές
υπολογίζονται σε κάθε ϐήµα της εκπαίδευσης και για κάθε δείγµα εισόδου.

Συνάρτηση κόστους Η συνάρτηση κόστους αποτελεί την πρωταρχική µετρική που χρησι-
µοποιεί το σύστηµά µας κατά την εκπαίδευση. ΄Οσο πιο µικρή είναι η τιµή της συνάρτησης
αυτής, τόσο καλύτερα αναµένουµε να πηγαίνει το νευρωνικό δίκτυο στην εργασία που εκτε-
λεί, δηλαδή στη σύνθεση µουσικής. ΄Οπως αναλύσαµε στην παράγραφο 6.4, η συνάρτηση
κόστους είναι η ακόλουθη:

L = Lr + LKL + Lµ + Ls

Ακρίβεια Χρησιµοποιούµε αυτή τη µετρική για να αξιολογήσουµε τόσο την επιτυχία στην
ανακατασκευή του µουσικού τµήµατος, όσο και την ορθότητα στην πρόβλεψη του µουσικού
είδους του. Η ακρίβεια δίνεται από τον παρακάτω τύπο:

Ακρίβεια =
Πλήθος σωστών προβλέψεων
Συνολικό πλήθος προβλέψεων

Η ακρίβεια όσον αφορά στην πρόβλεψη του µουσικού είδους είναι εύκολα κατανοητή, αφού
πρόκειται για ένα τυπικό πρόβληµα ταξινόµησης σε πολλές κλάσεις. - εν προκειµένω έχουµε
µόνο δύο κατηγορίες, τα µουσικά τµήµατα του συνόλου JSB και αυτά του NMD. Η ακρίβεια
σχετικά µε την ανακατασκευή του µουσικού περιεχοµένου είναι πιο περίπλοκη. Σε αυτήν
την περίπτωση επιτυγχάνουµε 100% ακρίβεια όταν X̂̂X̂X = XXX. Αυτό πρακτικά επιβάλλει την
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ακόλουθη απαίτηση για τις εξόδους του νευρωνικού δικτύου:
X̂1̂X1̂X1 = X1X1X1 ⇔ (P̂1, d̂t1, D̂1) = (P1, dt1, D1)

...

X̂nT̂XnT̂XnT = XnTXnTXnT ⇔ (P̂nT , d̂tnT , D̂nT ) = (PnT , dtnT , DnT )

Είναι προφανές πως η µεγιστοποίηση της ακρίβειας που σχετίζεται µε την ανακατασκευή
είναι πολύ δύσκολη, αν όχι ανέφικτη. Αξίζει, όµως, να τονίσουµε εδώ ότι ο κύριος σκοπός
µας δεν είναι η µεγιστοποίηση της ακρίβειας, αλλά η επίτευξη ενός επιπέδου σύνθεσης, ώστε
τα µουσικά τµήµατα που παράγονται να είναι αρεστά και εύηχα.

Οι επόµενες δύο µετρικές εξάγονται ϐάσει ενός συνόλου µουσικών τµηµάτων που α-
νήκουν σε ένα είδος και προσδιορίζουν εν µέρει την ταυτότητά του. Η χρησιµότητά τους
γίνεται ϕανερή κατά τη µαζική παραγωγή µουσικών τµηµάτων από το σύστηµα και τη µε-
τέπειτα σύγκριση των τιµών των µετρικών από το παραχθέν και το αρχικό σύνολο.

Μοναδικοί τόνοι Αυτή η µετρική υπολογίζει το πλήθος των µοναδικών µουσικών τόνων
που εµφανίζονται σε ένα κοµµάτι. Ουσιαστικά πρόκειται για ένα µέτρο της ποικιλοµορφίας
ενός κοµµατιού. Η χρησιµότητά της µετρικής προκύπτει από το γεγονός ότι τα διαφορετικά
µουσικά είδη έχουν και διαφορετικές ποικιλοµορφίες ως προς τους µοναδικούς µουσικούς
τόνους. Για παράδειγµα, σε ένα κοµµάτι κλασσικής µουσικής συναντάµε κατά µέσο όρο
πολύ µικρότερο πλήθος µοναδικών τόνων απ΄ ότι σε ένα κοµµάτι µουσικής τζαζ.

Πολυφωνία Η πολυφωνία αποτελεί µια πολύ ενδιαφέρουσα µετρική που χρησιµοποιείται
στο [16]. ΄Οπως γίνεται ϕανερό και από το όνοµα αυτής της µετρική, η πολυφωνία µας δίνει
µια εκτίµηση για το πόσες νότες ηχούν ταυτόχρονα σε ένα µουσικό κοµµάτι. Αυτό είναι πολύ
σηµαντικό, καθώς µπορούµε ϐάσει αυτού να εξάγουµε ενδιαφέροντα συµπεράσµατα για το
σύνολο δεδοµένων µας. Η πολυφωνία n νοτών δίνεται από τον ακόλουθο τύπο:

πολυφωνία(n) =
χρονικά ϐήµατα όπου περισσότερες απόn νότες ηχούν ταυτόχρονα

συνολικός αριθµός χρονικών ϐηµάτων

7.2 Μετρικές για τα Σύνολα ∆εδοµένων

Σε αυτήν την παράγραφο παρουσιάζουµε µια ποσοτική περιγραφή των συνόλων δεδο-
µένων που χρησιµοποιούµε. Υπενθυµίζουµε ότι χρησιµοποιούµε τα σύνολα JSB και NMD,
τα κοµµάτια των οποίων έχουµε χωρίσει σε τµήµατα των k = 4 και k = 8 µουσικών µέτρων.
Τα διάφορα ποσοτικά στοιχεία καθώς και οι µετρικές που αφορούν στα σύνολα αυτά, πα-
ϱουσιάζονται στους πίνακες 7.1, 7.2, 7.3 και στο σχήµα 7.1.

Σύνολο ∆εδοµένων Πλήθος Κοµµατιών Χαµηλότερος Τόνος Ψηλότερος Τόνος

JSB 382 43 (G2) 96 (C7)
NMD 1037 36 (C2) 88 (E6)

Πίνακας 7.1: Χαρακτηριστικές µετρικές των συνόλων δεδοµένων
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7.2 Μετρικές για τα Σύνολα ∆εδοµένων
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Μέση πολυφωνία 1-4 για τα σύνολα JSB και NMD

Σχήµα 7.1: Πολυφωνία των συνόλων δεδοµένων

Το σύνολο NMD έχει σχεδόν τρεις ϕορές περισσότερα κοµµάτια, γι΄ αυτό κατά τη διαδι-
κασία της εκπαίδευσης δεν χρησιµοποιούµε εξ ολοκλήρου αυτό το σύνολο δεδοµένων, αλλά
παίρνουµε ένα ποσοστό αυτού, τέτοιο ώστε τα δύο σύνολα να είναι εξισορροπηµένα.

Στα πλαίσια της εργασίας µας εξετάζουµε τις πολυφωνίες για n = 1,2,3,4, δηλαδή για
ταυτόχρονη ήχηση 2,3,4 ή 5 νοτών. Από τη γραφική παράσταση 7.1 µπορούµε να εξάγουµε
πολλά συµπεράσµατα, τα οποία συµφωνούν µε τις λεπτοµέρειες των συνόλων δεδοµένων
που δώσαµε στο κεφάλαιο 5. Πιο συγκεκριµένα, για το JSB η πολυφωνία 4 είναι µηδενική,
εποµένως ποτέ δεν συνηχούν 5 νότες. Πράγµατι τα έργα αυτά είναι γραµµένα για τέσσερις
ϕωνές. Σχετικά µε το NMD, παρατηρούµε ότι οι τρεις πρώτες πολυφωνίες είναι σχεδόν ίσες
µεταξύ τους, ενώ η πολυφωνία 4 είναι πολύ χαµηλή. ΄Αρα κυρίως σε αυτά τα κοµµάτια ηχούν
ταυτόχρονα 4 νότες, γεγονός το οποίο συνάδει µε τη µουσική δοµή αυτού του συνόλου, ότι
δηλαδή, υπάρχει µια µελωδία που συνοδεύεται από µια τρίφωνη συγχορδία.

Το µέσο πλήθος νοτών ανά τµήµα - ουσιαστικά η πυκνότητα νοτών - αποτελεί µια έκφραση
της δυσκολίας του συνόλου δεδοµένων ως προς την εκµάθηση. ΄Οσο περισσότερες νότες ανά
τµήµα έχουµε τόσες πιο µακρές είναι οι χρονοσειρές των διανυσµάτων εισόδουXXX. Προφανώς,
για k = 8 αναµένουµε διπλασιασµό αυτής της µετρικής - τον οποίο πράγµατι παρατηρούµε
- από την περίπτωση k = 4. Αξίζει να σηµειώσουµε το γεγονός ότι οι µετρικές αυτές για τα
δύο σύνολα δεδοµένων είναι κοντινές και αυτό εξασφαλίζει ότι η δυσκολία των δύο συνόλων
είναι παραπλήσια.

Σύνολο ∆εδοµένων Πλήθος τµηµάτων Μέσο πλήθος νοτών
ανά τµήµα

Μέσο πλήθος
µοναδικών τόνων

JSB 1820 30,9 17,1
NMD 9523 32,9 13,8

Πίνακας 7.2: Μετρικές πάνω στο σύνολο των δεδοµένων για k = 4
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Σύνολο ∆εδοµένων Πλήθος τµηµάτων Μέσο πλήθος νοτών
ανά τµήµα

Μέσο πλήθος
µοναδικών τόνων

JSB 1019 55,3 20,0
NMD 4789 65,5 16,3

Πίνακας 7.3: Μετρικές πάνω στο σύνολο των δεδοµένων για k = 8

7.3 Σύνθεση Μουσικής

Σε αυτήν την παράγραφο παρουσιάζουµε τα πειραµατικά αποτελέσµατα που πήραµε από
την εκπαίδευση και τη χρήση του νευρωνικού δικτύου για τη σύνθεση µουσικών τµηµάτων
µήκους 4 και 8 µέτρων. Και στις δύο περιπτώσεις, εκτελούµε πρώτα τον αλγόριθµο Hy-
perband µε µέγιστο αριθµό 250 εποχών, ώστε να ϐρούµε τις ϐέλτιστες υπερπαραµέτρους
και έπειτα εκπαιδεύουµε το ϐέλτιστο µοντέλο για 400 εποχές. Ο πίνακας 7.4 συνοψίζει τις
ϐέλτιστες τιµές για τις υπερπαραµέτρους του συστήµατός µας.

Υπερπαράµετρος Βέλτιστη τιµή για k = 4 Βέλτιστη τιµή για k = 8

rnn_dim 512 512
rnn_type GRU GRU
enc_dropout 0.4 0.5
dec_dropout 0.4 0.6
cont_dim 50 200
mu_force 1.3 1.3
t_gumbel 0.1 0.02
style_dim 80 300
beta_anneal 1800 2500
lr 5.5e-4 1.0e-3
decay 0.95 0.85

Πίνακας 7.4: Βέλτιστες τιµές των υπερπαραµέτρων του νευρωνικού δικτύου

Οι γραφικές παραστάσεις 7.2, 7.3 και 7.4 συνοψίζουν τις µετρικές µε τις οποίες α-
ξιολογούµε το σύστηµα, τόσο στα δεδοµένα εκπαίδευσης, όσο και στα δεδοµένα ελέγχου.
Υπενθυµίζουµε ότι δεν χρησιµοποιούµε ξεχωριστά σύνολα test και validation, έτσι οι δύο
όροι, όταν χρησιµοποιούνται, έχουν την ίδια σηµασία. Για την εξαγωγή της πολυφωνίας χρη-
σιµοποιούµε το νευρωνικό δίκτυο, για να παράγουµε 50 δείγµατα από κάθε µουσικό είδος.
Με αυτόν τον τρόπο δηµιουργούµε το σύνολο που απαιτείται για να πάρουµε µια κατάλληλη
µέτρηση της µέσης τιµής της πολυφωνίας.

Παρατηρούµε ότι η συνάρτηση κόστους µειώνεται έως ότου ϕτάσει σε ένα πλατώ. Α-
ντίστοιχη συµπεριφορά εµφανίζει και η γραφική παράσταση της ακρίβειας καθεµιάς από τις
τρεις συνιστώσες του διανύσµατος νοτών. Πιο συγκεκριµένα, η ακρίβεια αυξάνεται έντονα
µέχρι µια τιµή, έπειτα από την οποία η κλίση της καµπύλης της µειώνεται. Παρατηρούµε
ακόµη ότι η ακρίβεια ανακατασκευής της συνιστώσας του µουσικού τόνου παίρνει τις χαµη-
λότερες τιµές. Αυτό είναι αναµενόµενο, αφού ο µουσικός τόνος αποτελεί την πιο σύνθετη
συνιστώσα από τις τρεις. Πράγµατι, η συνιστώσα P µπορεί να πάρει 89 διαφορετικές τιµές
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ενώ οι άλλες δύο συνιστώσες µπορούν να πάρουν µόνο 33 - όπως έχουµε αναφέρει στο κε-
ϕάλαιο 5. Επιπλέον, τα µουσικά κοµµάτια εµφανίζουν πολύ µεγαλύτερη ποικιλία σε τόνους
απ΄ ότι σε χρονικές αξίες, γεγονός το οποίο επιβάλλει την εντατική χρήση µεγάλου µέρους του
συνόλου των επιτρεπτών τόνων, σε αντίθεση µε το σύνολο των επιτρεπτών χρονικών αξιών, το
οποίο εν µέρει υποχρησιµοποιείται. Αυτό αποτελεί εµπόδιο στην αποδοτική εκµάθηση της
συνιστώσας P από το νευρωνικό δίκτυο και αποτυπώνεται στις γραφικές παραστάσεις. Αρκεί,
όµως, αυτή η επίδοση ως προς την ακρίβεια για την ικανοποιητική παραγωγή µουσικής στα
πλαίσια αυτής της εργασίας.
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Συνάρτηση κόστους για τα σύνολα train και test με k = 4
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0 100 200 300 400
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Συνάρτηση κόστους για τα σύνολα train και test με k = 8

Σχήµα 7.2: Εξέλιξη της συνάρτησης κόστους για τα σύνολα train και test ως προς τις εποχές

Αξίζει να σηµειώσουµε ότι σε κάθε περίπτωση οι αντίστοιχες καµπύλες για τα δεδοµένα
εκπαίδευσης και ελέγχου είναι παραπλήσιες, γεγονός από το οποίο συµπεραίνουµε ότι το
σύστηµά µας δεν πάσχει από υπερεκπαίδευση. Αυτό ϕυσικά οφείλεται στα αντίµετρα που
έχουµε χρησιµοποιήσει, όπως η χρήση dropout και η επιβολή τυχαίας σειράς στα δεδοµένα.
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Ακρίβεια συνιστωσών για τα σύνολα train και test με k = 4
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Ακρίβεια συνιστωσών για τα σύνολα train και test με k = 8

Σχήµα 7.3: Εξέλιξη της ακρίβειας των τριών συνιστωσών του διανύσµατος νοτών για τα σύνολα
train και test ως προς τις εποχές

Οι τιµές της πολυφωνίας, όπως ϕαίνονται στο σχήµα 7.4, συµφωνούν µε τις τιµές που
πήραµε για ολόκληρο το σύνολο δεδοµένων τόσο ως προς τις απόλυτες τιµές, όσο και ως
προς τα ποιοτικά χαρακτηριστικά. Πιο συγκεκριµένα, η πολυφωνία 4 του JSB είναι σχεδόν
µηδενική, ενώ οι τρεις πρώτες πολυφωνίες του NMD είναι παραπλήσιες και η τέταρτη πολύ
χαµηλότερη.

Στον πίνακα 7.5 παραθέτουµε µια σύνοψη των αριθµητικών αποτελεσµάτων µας. Αξίζει
να τονίσουµε ότι σε κάθε µια από τις δύο περιπτώσεις εκπαίδευσης, η ακρίβεια πρόβλεψης
του µουσικού είδους ήταν σχεδόν 100%, γεγονός που δείχνει την ευκολία στην εκµάθηση
αυτής της πτυχής των δεδοµένων µας, αλλά και ϐάσει του οποίου µπορούµε να υποστη-
ϱίξουµε την ξεκάθαρη διαφορά µεταξύ των συνθέσεων των δύο ειδών όπως ϑα δούµε στη
συνέχεια.
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7.3 Σύνθεση Μουσικής

0.00%

25.00%

50.00%

75.00%

100.00%

JSB JSB-4 JSB-8 NMD NMD-4 NMD-8

πολυφωνία 1 πολυφωνία 2 πολυφωνία 3 πολυφωνία 4

Μέση πολυφωνία 1-4 για τα πειραματικά αποτελέσματα

Σχήµα 7.4: Πολυφωνία 1 έως 4 για τα αρχικά σύνολα δεδοµένων και τα πειραµατικά αποτε-
λέσµατα για µήκη 4 και 8 µέτρων

Μήκος
τµήµατος

Κόστος KL Ακρίβεια P
(τόνος)

Ακρίβεια dt Ακρίβεια D
(διάρκεια)

4 4,83 0,89 0,66 0,96 0,76
8 4,91 1,03 0,61 0,96 0,77

Πίνακας 7.5: Σύνοψη πειραµατικών αποτελεσµάτων

Τέλος, στα σχήµατα 7.5 και 7.6 παρουσιάζουµε δύο µουσικές συνθέσεις 4 και 8 µέτρων
αντίστοιχα που παρήχθησαν από το νευρωνικό δίκτυο. Οι διαφορές στις δύο συνθέσεις είναι
εµφανείς από τα σχήµατα και συνάδουν µε τις περιγραφές που δώσαµε στο κεφάλαιο 5 για
τα δύο σύνολα δεδοµένων. Περισσότερες συνθέσεις παραθέτουµε στο παράρτηµα Αʹ.1.

(αʹ) Σύνθεση µε ϐάση το σύνολο JSB

(ϐʹ) Σύνθεση µε ϐάση το είδος NMD

Σχήµα 7.5: Μουσική σύνθεση του νευρωνικού δικτύου για 4 µέτρα
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(αʹ) Σύνθεση µε ϐάση το σύνολο JSB

(ϐʹ) Σύνθεση µε ϐάση το είδος NMD

Σχήµα 7.6: Μουσική σύνθεση του νευρωνικού δικτύου για 8 µέτρα

7.4 Γραµµική Παρεµβολή στο Κρυφό Επίπεδο του VAE

Το κρυφό επίπεδο, z, του Variational αυτοκωδικοποιητή, όπως έχουµε αναφέρει, δια-
µορφώνει έναν χώρο από τον οποίο λαµβάνουµε ένα δείγµα και το µετατρέπουµε σε µουσικό
τµήµα µέσω του αποκωδικοποιητή. Σε αυτήν την παράγραφο µελετάµε µια επέκταση αυ-
τής της διαδικασίας, τη γραµµική παρεµβολή µεταξύ δύο σηµείων στο χώρο z, δηλαδή τη
λήψη δειγµάτων ανά τακτά διαστήµατα και την µετ΄ έπειτα αποκωδικοποιήσή τους. Σε αυτό
το πείραµα χρησιµοποιούµε εξ ολοκλήρου τη διάταξη του αυτοκωδικοποιητή. Πιο αναλυ-
τικά, επιλέγουµε δύο µουσικά τµήµατα από τα δεδοµένα εισόδου, έστω τα XaXaXa και XbXbXb, και
εφαρµόζουµε τη διαδικασία της κωδικοποίησης, για να πάρουµε τις εικόνες τους στο κρυφό
επίπεδο, za και zb. Το τελικό σηµείο, z, το οποίο τροφοδοτούµε στον αποκωδικοποιητή και
ϐάσει του οποίου παίρνουµε το µουσικό αποτέλεσµα είναι το

z = (1 − α) · za + α · zb

όπου α ∈ [0,1] είναι η παράµετρος της γραµµικής παρεµβολής και ορίζει το ποσοστό συµ-
µετοχής των χαρακτηριστικών κάθε όρου στο τελικό αποτέλεσµα. Μπορούµε να ορίσουµε το
πλήθος των δειγµάτων που ϑέλουµε ως N και τότε το n-οστό δείγµα δίνεται από τη σχέση

zn = (1 −
n

N − 1
) · za +

n

N − 1
· zb (7.1)

για κάθε n = 0,1, . . . N − 1.

Με ϐάση την εξίσωση 7.1, χρησιµοποιούµε το εκπαιδευµένο σύστηµα, για να παράγουµε
έξι µουσικά τµήµατα µήκους 8 µέτρων. Ως XaXaXa ϑεωρούµε ένα τυχαίο δείγµα του συνόλου JSB
και ως XbXbXb ένα τυχαίο δείγµα του συνόλου NMD. ΄Ετσι, ϑα παρακολουθήσουµε την εξέλιξη
των δειγµάτων µεταξύ των δύο µουσικών ειδών. Το αποτέλεσµα της γραµµικής παρεµβολής
παρουσιάζεται στο παράρτηµα Αʹ.2.
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7.5 Μελέτη Ανεξαρτησίας των Συνιστωσών του VAE

Μια ενδιαφέρουσα µελέτη που αξίζει να κάνουµε είναι να εξετάσουµε την ανεξαρτησία
µεταξύ των δύο συνιστωσών zc και zs του νευρωνικού δικτύου. Με τον όρο ανεξαρτησία
εννοούµε κατά πόσο µπορούµε να χρησιµοποιήσουµε τη µία συνιστώσα για να κάνουµε
προβλέψεις για την άλλη. Στα πλαίσια αυτής της εργασίας ϑα εξετάσουµε κατά πόσο η πλη-
ϱοφορία που σχετίζεται µε το µουσικό είδος ενός κοµµατιού - και άρα αποτελεί αρµοδιότητα
της συνιστώσας zs - αποτυπώνεται στη συνιστώσα zc. Η ανεξαρτησία των συνιστωσών ϕαίνεται
να ενισχύει την επίδοση ενός VAE όπως τονίζεται στα [17], [18]. Τονίζουµε ότι στην παρούσα
εργασία δεν έχουµε χρησιµοποιήσει κανέναν παράγοντα που να επιβάλει την ανεξαρτησία
µεταξύ των δύο συνιστωσών, αξίζει όµως να την µελετήσουµε.

Προς αυτή τη µελέτη χρησιµοποιούµε τη µέθοδο t-SNE, για να απεικονίσουµε στο επίπε-
δο τις τιµές που παίρνει η συνιστώσα zc, όταν τροφοδοτείται µε ένα υποσύνολο των δεδοµένων
εισόδου. Η µέθοδος t-SNE είναι µια διαδικασία µείωσης της διαστατικότητας ενός συνόλου
δεδοµένων µε σκοπό τη διατήρηση των ϐασικότερων χαρακτηριστικών, δηλαδή όσων χα-
ϱακτηριστικών εµφανίζουν τη µικρότερη συσχέτιση. Η µέθοδος t-SNE είναι παρόµοια της
PCA, δίνει όµως καλύτερα αποτελέσµατα από αυτήν σε ϐάρος µεγαλύτερης επεξεργαστικής
πολυπλοκότητας. Μια λεπτοµερής παρουσίαση της µεθόδου t-SNE γίνεται στο [19]. Το
αποτέλεσµα της εφαρµογής της µεθόδου επί των δεδοµένων µας ϕαίνεται στο σχήµα 7.7.
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Cluster Centers

Σχήµα 7.7: ∆ιδιάστατο διάγραµµα της συνιστώσας zc µε τη µέθοδο t-SNE

Είναι εµφανής ο διαχωρισµός των σηµείων σε δύο συστάδες, ανάλογα µε το είδος τους.
Από αυτό µπορούµε να συµπεράνουµε ότι πράγµατι στη συνιστώσα zc έχει αποτυπωθεί
πληροφορία σχετική µε το είδος του µουσικού κειµένου, γεγονός το οποίο είναι ανεπιθύµητο.
Στα πλαίσιο της εργασίας αυτής, όµως, δεν προχωράµε σε πιο σύνθετες µεθόδους, ικανές να
ανεξαρτητοποιήσουν τις δύο συνιστώσες.
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Επίλογος
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Κεφάλαιο 8

Επίλογος

8.1 Σύνοψη

Στην παρούσα εργασία ασχοληθήκαµε εκτενώς µε την κατασκευή ενός γεννητικού νευ-
ϱωνικού δικτύου τύπου VAE µε σκοπό τη σύνθεση µουσικής. Το ιδιαίτερο χαρακτηριστικό
του έργου είναι η ικανότητα παραγωγής µουσικής σύµφωνα µε ένα εξωτερικά ορισµένο ε-
ίδος. Αυτό επέβαλε το διαχωρισµό της δοµής του VAE σε δύο συνιστώσες, καθεµία εκ των
οποίων είναι αρµόδια για την εκµάθηση µιας πτυχής των δεδοµένων. Από τη µια πλευρά
η συνιστώσα του µουσικού περιεχοµένου ασχολείται µε την εκµάθηση µιας αναπαράστασης
των νοτών που δίνονται ως είσοδος. Από την άλλη η συνιστώσα του µουσικού είδους προσπα-
ϑεί να προβλέψει σωστά το είδος του κοµµατιού που δόθηκε ως είσοδος. Από κοινού αυτές
οι συνιστώσες συνενώνονται και αποτελούν το σύστηµα VAE που υλοποιήσαµε.

Τα πειράµατά µας περιλαµβάνουν αρχικά τη σύνθεση µουσικής 4 και 8 µέτρων σύµφωνα
µε τα δύο µουσικά είδη που διαθέτουµε, το JSB και το NMD. Μέσω αυτών διαπιστώνουµε την
αποτελεσµατικότητα του VAE ως µοντέλο αναπαράστασης πληροφορίας αλλά και παραγωγής
νέων δεδοµένων. Στη συνέχεια, εκµεταλλευόµαστε την εσωτερική κατανοµή πιθανοτήτων
που διατηρεί το σύστηµά µας και η οποία περιγράφει τα σύνολα δεδοµένων και κάνουµε
µια γραµµική παρεµβολή µεταξύ δύο σηµείων αυτής. ΄Ετσι, παρατηρούµε την εξέλιξη ενός
µουσικού κοµµατιού που ξεκινά από το ένα µουσικό είδος και καταλήγει στο άλλο. Τέλος,
κάνουµε µια σύντοµη µελέτη της ανεξαρτησίας των δύο συνιστωσών που αποτελούν το VAE.
΄Εχει δειχθεί ότι όταν οι συνιστώσες δεν εµφανίζουν συσχέτιση, τότε το σύστηµα τείνει να
αποδίδει καλύτερα. Στη δική µας εργασία δεν έχουµε λάβει κάποια πρόληψη έναντι αυτού
του προβλήµατος κι έτσι παρατηρούµε ότι οι συνιστώσες του συστήµατός µας είναι αρκετά
εξαρτηµένες, µε πιθανό αποτέλεσµα τον περιορισµό της αποτελεσµατικότητας.

8.2 Μελλοντικές Επεκτάσεις

Το σύστηµα που αναπτύξαµε έχει πολλές προοπτικές επεκτάσεων, ορισµένες από τις
οποίες αναφέρουµε παρακάτω:

• Ενσωµάτωση περισσότερων συνόλων δεδοµένων για περισσότερα µουσικά είδη. Αν
και η µελέτη της µουσικής από τη σκοπιά των νευρωνικών δικτύων υστερεί, σε σχέση
για παράδειγµα µε την επεξεργασία ϕυσικής γλώσσας, εντούτοις υπάρχουν αρκετά
σύνολα δεδοµένων που είναι διαθέσιµα και τα οποία µπορούν να χρησιµοποιηθούν
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για τον εµπλουτισµό του συστήµατος. Σίγουρα, όµως, η αύξηση του συνόλου των
δεδοµένων απαιτεί και αύξηση των δυνατοτήτων του νευρωνικού δικτύου σε πλήθος
νευρώνων αλλά και σε επίπεδα.

• Χρήση τεχνικών για επιβολή ανεξαρτησίας µεταξύ των δύο συνιστωσών, περιεχοµένου
και µουσικού είδους. ΄Οπως έχουµε αναφέρει, όταν οι συνιστώσες ενός Variational
αυτοκωδικοποιητή είναι ανεξάρτητες, τότε η απόδοσή του αυξάνεται. Η επιστηµονική
κοινότητα έχει αναπτύξει µεθόδους που τροποποιούν τις συνιστώσες ενός τέτοιου αυτο-
κωδικοποιητή και ενσωµατώνουν όρους κανονικοποίησης στο σύστηµα µε σκοπό την
ανεξαρτητοποίηση των συνιστωσών.

• Χρήση των δικτύων Transformers [20]. Τα δίκτυα αυτά αποτελούν µια πολύ ενδια-
ϕέρουσα εναλλακτική των αναδροµικών νευρωνικών δικτύων και η χρήση τους ϕαίνε-
ται να είναι πολλά υποσχόµενη. Ειδικό ενδιαφέρον παρουσιάζει ο συνδυασµός αυτών
των δικτύων µε τα δίκτυα VAE που χρησιµοποιούµε ως επί το πλείστον σε αυτήν την
εργασία.
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Παραρτήµατα
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Παράρτηµα Αʹ

Σχήµατα Μουσικών Συνθέσεων

Αʹ.1 Μουσικές Συνθέσεις 4 και 8 µέτρων

Σχήµα Αʹ.1: Σύνθεση του νευρωνικού δικτύου για 4 µέτρα σύµφωνα µε το σύνολο JSB

Σχήµα Αʹ.2: Σύνθεση του νευρωνικού δικτύου για 4 µέτρα σύµφωνα µε το σύνολο NMD
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Παράρτηµα Αʹ. Σχήµατα Μουσικών Συνθέσεων

Σχήµα Αʹ.3: Σύνθεση του νευρωνικού δικτύου για 8 µέτρα σύµφωνα µε το σύνολο JSB

Σχήµα Αʹ.4: Σύνθεση του νευρωνικού δικτύου για 8 µέτρα σύµφωνα µε το σύνολο NMD
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Αʹ.2 Αποτελέσµατα Γραµµικής Παρεµβολής

Αʹ.2 Αποτελέσµατα Γραµµικής Παρεµβολής

(αʹ) α = 0.0

(ϐʹ) α = 0.2

(γʹ) α = 0.4

(δʹ) α = 0.6

(εʹ) α = 0.8

(ϛʹ) α = 1.0

Σχήµα Αʹ.5: Γραµµική παρεµβολή στο κρυφό χώρο µεταξύ ενός δείγµατος του συνόλου NMD
(α = 0.0) και ενός του JSB (α = 1.0)
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