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Abstract 

 

The present thesis includes the study of neuronal signals through encephalography during the 

actual and imaginary movement of the lower limbs. The data comes from the EEG recordings 

of 9 subjects in 4 different conditions. These include experiments in real and imaginary 

movement of the legs of subjects, after auditory and visual stimulus for 4 different types of 

movements. Specifically, pre-processing techniques, feature extraction and application of 

machine learning methods are used to select the appropriate features and to classify them, using 

overlapping windows. The aforementioned applies to the field of Brain-Computer Interface 

(BCI), which comes to assist people's lives, through utilization of brain activity to control 

machines or artificial limbs. Understanding the association of thought and movement can help 

to solve important issues in the field of Health, since the complexity of these signals, for 

subsequent analysis, makes the use of more intelligent systems necessary. 
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Περίληψη 

 

Η παρούσα διπλωματική εργασία περιλαμβάνει την μελέτη νευρωνικών σημάτων μέσω 

εγκεφαλογραφήματος κατά την πραγματική και φανταστική κίνηση των κάτω άκρων. Τα 

δεδομένα προέρχονται από την εξαγωγή EEGs 9 ατόμων σε 4 διαφορετικές καταστάσεις. 

Αυτές αποτελούνται από πειράματα σε πραγματική και φανταστική κίνηση των κάτω άκρων 

των ατόμων, ύστερα από ακουστικό και οπτικό ερέθισμα για 4 διαφορετικούς τύπους 

κινήσεων. Αναλυτικότερα, γίνεται χρήση τεχνικών προ-επεξεργασίας των σημάτων (pre-

processing), εξαγωγής χαρακτηριστικών (feature extraction) και εφαρμογής μεθόδων 

μηχανικής μάθησης για την επιλογή των κατάλληλων χαρακτηριστικών (feature selection) και 

για την ταξινόμηση (classification) τους, κάνοντας χρήση επικαλυπτόμενων παραθύρων. Τα 

παραπάνω βρίσκουν εφαρμογή στο πεδίο του Brain-Computer Interface (BCI), το οποίο 

έρχεται να διευκολύνει τις ζωές των ανθρώπων, μέσα από τη χρήση συσκευών που αξιοποιούν 

την εγκεφαλική δραστηριότητα για τον έλεγχο μηχανών είτε τεχνητών μελών. Η κατανόηση 

της αλληλεπίδρασης σκέψης και κίνησης μπορεί να συμβάλει στην επίλυση σημαντικών 

ζητημάτων στον χώρο της Υγείας, καθώς η δυσκολία ανάλυσης των σημάτων αυτών, καθιστά 

την χρήση πιο ευφυών συστημάτων αναγκαία. 

.  
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Κ ε φ ά λ α ι ο   1  

Ει σα γ ωγ ή  

 

 

Στο παρόν κεφάλαιο, ξεκινάμε με μία σύντομη αναφορά, σχετικά με την αρχή λειτουργίας των 

εγκεφαλογραφημάτων, καθώς και με την παρουσίαση διαφόρων μοτίβων κύματος, που 

χρησιμοποιούνται στην ανάλυση εγκεφαλογραφημάτων. Στο δεύτερο μέρος του παρόντος 

κεφαλαίου, παραθέτουμε μερικές διεπαφές Εγκεφάλου-Υπολογιστή (Brain-Computer 

Interfaces, BCI) συστήματα, παρόμοια με αυτό που σκοπεύουμε να φτιάξουμε. 

Η σημαντικότητα της κατανόησης των νευρωνικών σημάτων αυξάνεται με την ταυτόχρονη 

άνοδο στο πεδίο του BCI και καθώς τα υπολογιστικά συστήματα αποτελούν βασικό εργαλείο 

για την διευκόλυνση της ανθρώπινης ζωής, το BCI έχει γίνει ένα ελκυστικό πεδίο έρευνας και 

εφαρμογών. Τα BCI αποτελούν συσκευές που αξιοποιούν την χρήση της νευρωνικής 

δραστηριότητας του εγκεφάλου προκειμένου να επικοινωνήσουν με άλλους, να ελέγξουν 

μηχανές είτε τεχνητά μέλη. 

1.1 EEG 

Ο όρος Ηλεκτροεγκεφαλογράφημα προκύπτει από την διαδικασία της μέτρησης της 

νευρωνικής δραστηριότητας του εγκεφάλου σαν διαφορές ηλεκτρικού δυναμικού κατά μήκος 

του φλοιού της κεφαλής, πράγμα που προκύπτει από την ροή του ρεύματος στους νευρώνες 

του εγκεφάλου. Σε ένα τυπικό Ηλεκτροεγκεφαλογράφημα, ηλεκτρόδια τοποθετούνται στον 

φλοιό για την παρακολούθηση και καταγραφή της ηλεκτρικής δραστηριότητας του εγκεφάλου. 

Πρόκειται για μία μη-επεμβατική διαδικασία, χρήσιμη για την διάγνωση διαφόρων ανωμαλιών 

και διαταραχών όπως επιληψία, όγκο στον εγκέφαλο, βλάβη από τραυματισμό, εγκεφαλική 

δυσλειτουργία, φλεγμονή στον εγκέφαλο, εγκεφαλικό, διαταραχή ύπνου. 

1.1.1 Αρχή Λειτουργίας 

Το ηλεκτρικό φορτίο του εγκεφάλου διατηρείται από δισεκατομμύρια νευρώνες.  Οι νευρώνες 

φορτίζονται ηλεκτρικά (ή "πολώνονται") από πρωτεΐνες που αντλούν ιόντα διαμέσου των 

μεμβρανών τους. Οι νευρώνες ανταλλάσσουν συνεχώς ιόντα με το εξωκυτταρικό περιβάλλον 

προκειμένου να διατηρήσουν το δυναμικό ηρεμίας και να διαδώσουν δυναμικά δράσης. Ιόντα 

ίδιου φορτίου απωθούνται, και η ταυτόχρονη απώθηση ιόντων από διάφορους νευρώνες, 

οδηγούν στο σχηματισμό ενός κύματος. Αυτή η διαδικασία είναι γνωστή ως αγωγιμότητα 

όγκου. Όταν το κύμα ιόντων φτάσει στα ηλεκτρόδια της κεφαλής, πραγματοποιείται 

ανταλλαγή ηλεκτρονίων μεταξύ ηλεκτροδίων και νευρώνων. Δεδομένου ότι το μέταλλο 

αποτελεί καλό αγωγό για την ανταλλαγή ηλεκτρονίων, η διαφορά δυναμικού μπορεί να 

μετρηθεί με ένα βολτόμετρο. Η καταγραφή αυτών των τάσεων με την πάροδο του χρόνου μας 

δίνει το EEG.  

Το ηλεκτρικό δυναμικό που παράγεται από έναν μεμονωμένο νευρώνα είναι πάρα πολύ μικρό 

για να ληφθεί από EEG. Επομένως, η δραστηριότητα EEG αποτελεί την υπέρθεση της 



7 
 

σύγχρονης δραστηριότητας χιλιάδων ή εκατομμυρίων νευρώνων που έχουν παρόμοιο χωρικό 

προσανατολισμό. Εάν τα κύτταρα δεν έχουν παρόμοιο χωρικό προσανατολισμό, τα ιόντα τους 

δεν ευθυγραμμίζονται και δημιουργούν κύματα προς ανίχνευση. 

1.1.2 Μέθοδος 

Στο συμβατικό EEG, η καταγραφή επιτυγχάνεται με τοποθέτηση ηλεκτροδίων στο τριχωτό της 

κεφαλής με αγώγιμο gel  ή πάστα, συνήθως μετά από κάποια προετοιμασία της περιοχής  με 

ελαφριά τριβή για τη μείωση της σύνθετης αντίστασης λόγω των νεκρών κυττάρων του 

δέρματος. Πολλά συστήματα χρησιμοποιούν συνήθως ηλεκτρόδια, καθένα από τα οποία είναι 

συνδεδεμένο σε ένα μεμονωμένο καλώδιο. Ορισμένα συστήματα χρησιμοποιούν  δίκτυα στα 

οποία είναι ενσωματωμένα τα ηλεκτρόδια. Αυτό είναι ιδιαίτερα κοινό όταν απαιτούνται 

συστοιχίες υψηλής πυκνότητας ηλεκτροδίων. 

Οι θέσεις και τα ονόματα των ηλεκτροδίων καθορίζονται από το Διεθνές σύστημα 10-20 για 

τις περισσότερες κλινικές και ερευνητικές εφαρμογές (εκτός εάν χρησιμοποιούνται συστοιχίες 

υψηλής πυκνότητας). Αυτό το σύστημα διασφαλίζει ότι η ονομασία των ηλεκτροδίων διατηρεί 

μία συνέπεια μεταξύ των εργαστηρίων. Στις περισσότερες κλινικές εφαρμογές, 

χρησιμοποιούνται 19 ηλεκτρόδια καταγραφής (συν γείωση και ηλεκτρόδιο αναφοράς).  Ένας 

μικρότερος αριθμός ηλεκτροδίων συνήθως χρησιμοποιείται κατά την εγγραφή EEG σε νεογνά. 

Πρόσθετα ηλεκτρόδια μπορούν να προστεθούν στην τυπική ρύθμιση όταν μια κλινική ή 

ερευνητική εφαρμογή απαιτεί αυξημένη χωρική ανάλυση για μια συγκεκριμένη περιοχή του 

εγκεφάλου. Οι συστοιχίες υψηλής πυκνότητας (συνήθως μέσω καπακιού ή διχτυού) μπορούν 

να περιέχουν έως και 256 ηλεκτρόδια ομοιόμορφα κατανεμημένα γύρω από το τριχωτό της 

κεφαλής. 

Κάθε ηλεκτρόδιο συνδέεται σε μία είσοδο διαφορικού ενισχυτή (ένας ενισχυτής ανά ζεύγος 

ηλεκτροδίων). Ένα κοινό ηλεκτρόδιο αναφοράς συνδέεται με την άλλη είσοδο κάθε 

διαφορικού ενισχυτή. Αυτοί οι ενισχυτές ενισχύουν την τάση μεταξύ του ηλεκτροδίου δράσης 

και του ηλεκτροδίου αναφοράς (συνήθως 1.000-1.000.000 φορές, ή αύξηση τάσης 60-100 dB). 

Στο αναλογικό EEG, το σήμα στη συνέχεια φιλτράρεται και το σήμα EEG εξέρχεται ως κίνηση 

στυλό πάνω σε χαρτί. Τα περισσότερα συστήματα EEG αυτές τις μέρες, ωστόσο, είναι 

ψηφιακά, και το ενισχυμένο σήμα ψηφιοποιείται μέσω ενός μετατροπέα αναλογικού σε 

ψηφιακό, αφού περάσει μέσω ενός φίλτρου anti-aliasing. Η αναλογική σε ψηφιακή 

δειγματοληψία στο κλινικό EEG συμβαίνει συνήθως στα 256-512 Hz. Τα ποσοστά 

δειγματοληψίας έως και 20 kHz χρησιμοποιούνται σε ορισμένες ερευνητικές εφαρμογές. 

Τα σήματα EEG μπορούν να ληφθούν με opensource hardware όπως το OpenBCI και το σήμα 

μπορεί να υποβληθεί σε επεξεργασία από ελεύθερα διαθέσιμο λογισμικό EEG όπως το 

EEGLAB ή το Neurophysiologic Biomarker Toolbox. Στην παρούσα εργασία χρησιμοποιούμε 

το EEGLAB. 
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Εικόνα 1.1. Παρουσίαση 10 καναλιών στο πρόγραμμα EEGLAB. 

1.1.3 Μοτίβα κύματος 

Στα EEG συνηθίζεται να πραγματοποιείται διαχωρισμός του σήματος σε μπάντες συχνοτήτων, 

πράγμα που θα πραγματοποιηθεί και στην παρουσίαση των αποτελεσμάτων της παρούσας 

διπλωματικής. 

Delta κύματα 

Το εύρος συχνοτήτων της μπάντας Delta κυμαίνεται από 1 έως 4 Hz. Τείνουν να έχουν το 

υψηλότερο πλάτος και να είναι τα πιο αργά κύματα. Παρατηρείται συνήθως σε ενήλικες, σε 

slow-wave ύπνο. Παρατηρείται επίσης σε μωρά. Μπορεί να εμφανιστεί εστιακά σε 

υποφλοιώδεις βλάβες και γενικά σε κατανομή βλαβών, μεταβολική εγκεφαλοπάθεια 

υδροκεφαλία ή βλάβες βαθιάς μεσαίας γραμμής. Είναι συνήθως πιο εμφανές πρώτα σε 

ενήλικες (π.χ. FIRDA - μετωπικά διαλείπουσα ρυθμικά δέλτα) και έπειτα σε παιδιά (π.χ. 

OIRDA - ινιακό διαλείπουσα ρυθμικό δέλτα). 

 

Εικόνα 1.2  Γραφική Παράσταση ενός Delta κύμα. 

Theta κύματα 

Το εύρος συχνοτήτων της μπάντας Theta κυμαίνεται από 4 έως 7 Hz. Η θήτα εμφανίζεται 

κανονικά σε παιδιά. Μπορεί να παρατηρηθεί σε κατάσταση υπνηλίας ή διέγερσης σε 

μεγαλύτερα παιδιά και ενήλικες. Μπορεί επίσης να παρατηρηθεί κατά τη διάρκεια 

διαλογισμού. Η ύπαρξη σημάτων μπάντας θήτα πάνω από κάποια ηλικία, αποτελεί δείγμα μη 

φυσιολογικής δραστηριότητας. Μπορεί να θεωρηθεί ως εστιακή διαταραχή στις εστιακές 

υποφλοιώδεις βλάβες. Είτε ως γενικευμένη κατανομή σε διάχυτη διαταραχή είτε ως 
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μεταβολική εγκεφαλοπάθεια είτε ως διαταραχή βαθιάς μέσης γραμμής. Παρόλα αυτά αυτό το 

εύρος έχει συσχετιστεί με αναφορές χαλαρών, διαλογιστικών και δημιουργικών καταστάσεων. 

 

Εικόνα 1.3  Γραφική Παράσταση ενός Theta κύμα. 

Alpha κύματα 

Το εύρος συχνοτήτων της μπάντας Alpha κυμαίνεται από 7 Hz έως 14 Hz. Ο Hans Berger 

ονόμασε την πρώτη ρυθμική δραστηριότητα EEG που παρατήρησε ως "άλφα κύμα". Αυτός 

ήταν ο «οπίσθιος βασικός ρυθμός» (ονομαζόταν επίσης «οπίσθιος κυρίαρχος ρυθμός» ή ο 

«οπίσθιος άλφα ρυθμός»), που φαίνεται στις οπίσθιες περιοχές του κεφαλιού και στις δύο 

πλευρές, με υψηλότερο πλάτος στην κυρίαρχη πλευρά. Αυξάνεται με το κλείσιμο των ματιών 

και κατά τη διάρκεια χαλάρωσης, και εξασθενεί με το άνοιγμα των ματιών ή την ψυχική 

άσκηση. Ο οπίσθιος βασικός ρυθμός είναι στην πραγματικότητα πιο αργός από τα 8 Hz σε 

μικρά παιδιά. Εκτός από τον οπίσθιο βασικό ρυθμό, υπάρχουν και άλλοι φυσιολογικοί άλφα 

ρυθμοί, όπως ο mu (δραστηριότητα άλφα στις αντίπλευρες αισθητηριακές και κινητικές 

φλοιώδεις περιοχές) που εμφανίζεται όταν τα χέρια είναι σε αδράνεια.  Τα άλφα κύματα 

μπορεί να είναι μη φυσιολογικά. Για παράδειγμα, ένα EEG που έχει διάχυτο άλφα, εμφανίζεται 

σε κατάσταση στην οποία ο ασθενής βρίσκεται σε κώμα. 

 

Εικόνα 1.4  Γραφική Παράσταση ενός Alpha κύμα. 

 

Beta κύματα 

Το εύρος συχνοτήτων της μπάντας Beta κυμαίνεται από 14 έως περίπου 30 Hz. Εντοπίζεται 

συνήθως και στις δύο πλευρές σε συμμετρική κατανομή και είναι πιο εμφανές μπροστά. Η 

δραστηριότητα βήτα συνδέεται στενά με την κινητική συμπεριφορά και γενικά εξασθενεί κατά 

τη διάρκεια ενεργών κινήσεων.  Η χαμηλού πλάτους beta με πολλαπλές και ποικίλες 

συχνότητες συχνά παρατηρείται σε ενεργό, απασχολημένο ή ανήσυχο τρόπο σκέψης και 

ενεργή συγκέντρωση. Το ρυθμικό βήτα με ένα κυρίαρχο σύνολο συχνοτήτων σχετίζεται με 

διάφορες παθολογίες, όπως το σύνδρομο Dup15q και παρενέργειες φαρμάκων, ιδίως των 

βενζοδιαζεπινών. Μπορεί να απουσιάζει ή να μειώνεται σε περιοχές με φλοιώδη βλάβη. Είναι 
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ο κυρίαρχος ρυθμός που παρατηρείται σε ασθενείς που βρίσκονται σε εγρήγορση ή σε 

κατάσταση άγχους είτε έχουν ανοιχτά τα μάτια τους. 

 

Εικόνα 1.5  Γραφική Παράσταση ενός Beta κύμα. 

 

Gamma Κύματα  

Το εύρος συχνοτήτων της μπάντας γάμμα κυμαίνεται περίπου 30-100 Hz. Οι ρυθμοί γάμμα 

πιστεύεται ότι αντιπροσωπεύουν τη σύνδεση διαφορετικών πληθυσμών νευρώνων μαζί σε ένα 

δίκτυο με σκοπό την πραγματοποίηση μιας συγκεκριμένης γνωστικής ή κινητικής λειτουργίας. 

Εμφανίζεται κατά τη διάρκεια της διατροπικής αισθητικής επεξεργασίας (αντίληψη που 

συνδυάζει δύο διαφορετικές αισθήσεις, όπως ο ήχος και η όραση) είτε κατά τη διάρκεια 

βραχυπρόθεσμης αντιστοίχισης μνήμης αναγνωρισμένων αντικειμένων, ήχων ή αίσθησης 

αφής. Η μείωση της δραστηριότητας της γάμμα ζώνης μπορεί να σχετίζεται με γνωστική 

άρνηση, ειδικά όταν σχετίζεται με τη θήτα. Ωστόσο, αυτό δεν έχει αποδειχθεί για χρήση ως 

κλινική διαγνωστική μέτρηση. 

 

Εικόνα 1.6  Γραφική Παράσταση ενός Gamma κύμα. 

 

1.2 BCI 

Μια διεπαφή εγκεφάλου-υπολογιστή (BCI), που αναφέρεται επίσης ως διεπαφή εγκεφάλου-

μηχανής (BMI) ή νευρική διεπαφή, είναι ένα σύστημα που δημιουργεί μια άμεση επικοινωνία 

μεταξύ του εγκεφάλου και μιας εξωτερικής συσκευής (Lebedev & Nicolelis, 2017; Millán et 

al. ., 2010; JR Wolpaw et al., 2002). Αυτός ο όρος προτάθηκε για πρώτη φορά από τον 

καθηγητή Jacques Vidal το 1973 (Vidal, 1973) και έκτοτε, ο αριθμός των εξελίξεων και των 

ερευνητικών άρθρων που περιγράφουν την επικοινωνία εγκεφάλου σε υπολογιστή έχει αυξηθεί 

εκθετικά. 

Η βασική εγκατάσταση ενός συστήματος BCI περιλαμβάνει τρία στοιχεία: 

 Ειδικά ηλεκτρόδια για την καταγραφή ηλεκτρικής, μαγνητικής ή μεταβολικής 

εγκεφαλικής δραστηριότητας. 
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 Ένα pipeline επεξεργασίας για την ερμηνεία αυτών των σημάτων, εξαγωγή σχετικών 

χαρακτηριστικών από αυτά, αποκωδικοποίησης μοτίβων ενδιαφέροντος και εντολών 

εξόδου. 

 Ένας υπολογιστής ή εξωτερική συσκευή που λειτουργεί μέσω των εντολών που 

δημιουργούνται. 

Υπάρχει μια μεγάλη ποικιλία συσκευών που μπορούν να ελεγχθούν χρησιμοποιώντας εντολές 

εγκεφάλου και μπορούν να χρησιμοποιηθούν με πέντε τρόπους: για αντικατάσταση, 

αποκατάσταση, βελτίωση, συμπλήρωση ή βελτίωση ορισμένων ανθρώπινων λειτουργιών. 

 

Υπάρχουν 2 τύποι BCI, οι οποίοι καθορίζονται από τον τύπο καταγραφής της δραστηριότητας 

του εγκεφάλου. Η δραστηριότητα του εγκεφάλου μπορεί να μετρηθεί με αισθητήρες 

εμφυτευμένους μέσα στο σώμα (διεισδυτικά BCIs) ή με εξωτερικούς αισθητήρες (μη 

επεμβατικοί BCIs). 

 

 Οι επεμβατικές εγγραφές επιτρέπουν τη μέτρηση της ηλεκτρικής δραστηριότητας των 

νευρώνων με πολύ υψηλή χρονική και χωρική ανάλυση, πράγμα που σημαίνει ότι 

μπορούμε να γνωρίζουμε με ακρίβεια πότε και πού συνέβη ένα συγκεκριμένο μοτίβο 

δραστηριότητας. Ωστόσο, απαιτούν πολύ ακριβό εξοπλισμό και μια πολύπλοκη 

εγκατάσταση που περιλαμβάνει χειρουργική επέμβαση, με μη αμελητέους 

μεταχειρουργικούς κινδύνους. Για το λόγο αυτό, το μεγαλύτερο μέρος της έρευνας σε 

αυτόν τον τομέα έχει διεξαχθεί σε ζώα, αν και ο αριθμός των ερευνητικών εργαστηρίων 

στον κόσμο που χρησιμοποιούν εμφυτεύσιμα BCI με ανθρώπους (κυρίως ασθενείς με 

κινητική δυσλειτουργία) αυξάνεται. 

 Οι μη επεμβατικοί αισθητήρες επιτρέπουν την καταγραφή ηλεκτρικής δραστηριότητας 

(με ηλεκτροεγκεφαλογραφία, EEG), μαγνητική δραστηριότητα (με 

μαγνητοεγκεφαλογραφία, MEG) ή μεταβολική δραστηριότητα (με λειτουργική 

φασματοσκοπία εγγύς υπέρυθρων, fNIRS). 

 

Το fNIRS μετρά τις αλλαγές στην οξυγόνωση του αίματος. Οι αυξήσεις στην οξυγόνωση του 

αίματος δείχνουν ότι μια περιοχή του εγκεφάλου είναι πιο ενεργή. Αυτή η τεχνική έχει τον 

περιορισμό της παροχής πολύ χαμηλής χρονικής ανάλυσης και, ως εκ τούτου, δεν 

χρησιμοποιείται συχνά για BCIs. Τα EEG και MEG, αντίθετα, επιτρέπουν υψηλότερη χρονική 

ανάλυση, παρά τη χαμηλή χωρική τους ανάλυση. Το MEG απαιτεί ένα μεγάλο και ακριβό 

μαγνητόμετρο. Γενικά, για μη επεμβατικά BCI, η EEG είναι η προτιμώμενη τεχνολογία λόγω 

του χαμηλότερου κόστους και της φορητότητάς της.  
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Εικόνα 1.7  Περιγραφή BCI συστήματος. 

 

1.2.1 Ιστορία 

Στη δεκαετία του 1970, ξεκίνησε έρευνα σχετικά με τα BCI στο Πανεπιστήμιο της 

Καλιφόρνια, η οποία οδήγησε στην εμφάνιση της έκφρασης εγκεφάλου-υπολογιστή. Το 

επίκεντρο της έρευνας και ανάπτυξης του BCI εξακολουθεί να είναι κατά κύριο λόγο σε 

εφαρμογές νευροπροθετικών που μπορούν να βοηθήσουν στην αποκατάσταση της βλάβης της 

όρασης, της ακοής και της κίνησης. Τα μέσα της δεκαετίας του 1990 σηματοδότησαν την 

εμφάνιση των πρώτων νευροπροθετικών συσκευών για τον άνθρωπο. Το BCI δεν διαβάζει το 

μυαλό με ακρίβεια, αλλά ανιχνεύει τις μικρότερες αλλαγές στην ενέργεια που ακτινοβολεί ο 

εγκέφαλος όταν σκέφτεται με έναν συγκεκριμένο τρόπο. Ένα BCI αναγνωρίζει συγκεκριμένα 

μοτίβα ενέργειας / συχνότητας στον εγκέφαλο. 

Τον Ιούνιο 2004 σημειώθηκε μια σημαντική εξέλιξη στον τομέα, όταν ο Matthew Nagle έγινε 

ο πρώτος άνθρωπος που του εμφυτεύτηκε BCI, το Cyberkinetics's BrainGate ™. 

Τον Δεκέμβριο του 2004, ο Jonathan Wolpaw και ερευνητές στο Wadsworth Center του 

Υπουργείου Υγείας της Νέας Υόρκης κατέληξαν σε μια ερευνητική έκθεση που έδειξε την 

ικανότητα ελέγχου ενός υπολογιστή χρησιμοποιώντας ένα BCI. Στη μελέτη, οι ασθενείς 

κλήθηκαν να φορέσουν ένα καπάκι που περιείχε ηλεκτρόδια για να συλλάβουν σήματα EEG 

από τον κινητικό φλοιό - μέρος της εγκεφαλικής κίνησης. 

Το BCI είχε μακρά ιστορία επικεντρωμένη σε εφαρμογές ελέγχου: δρομείς, παραλυμένα μέρη 

του σώματος, ρομποτικούς βραχίονες, τηλεφωνικές κλήσεις κ.λπ. 

Πρόσφατα ο Elon Musk εισήλθε στον κλάδο, ανακοινώνοντας μια επένδυση 27 εκατομμυρίων 

δολαρίων στο Neuralink, μια επιχείρηση με την αποστολή να αναπτύξει ένα BCI που βελτιώνει 

την ανθρώπινη επικοινωνία υπό το φως του AI. Και η Regina Dugan παρουσίασε τα σχέδια 

του Facebook για ένα παιχνίδι που αλλάζει την τεχνολογία BCI που θα επέτρεπε την 

αποτελεσματικότερη ψηφιακή επικοινωνία. 
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1.2.2 Τεχνητή Νοημοσύνη για brain-computer interfaces με χρήση EEG  

Η πρόοδος στον τομέα της τεχνητής νοημοσύνης οδήγησε σε σημαντικές βελτιώσεις στον 

τρόπο επεξεργασίας και αποκωδικοποίησης των πληροφοριών από τη δραστηριότητα EEG. 

Τελικά, ένα βασισμένο σε EEG BCI πρέπει να μετατρέψει τις τιμές τάσης που μετρώνται μέσω 

των ηλεκτροδίων σε ψηφιακές εντολές για τον έλεγχο της αντίστοιχης συσκευής. Για να 

κλείσει ο βρόχος μεταξύ του εγκεφάλου και της συσκευής, το BCI απαιτεί αλγόριθμους 

επεξεργασίας σήματος, εξαγωγής χαρακτηριστικών και αναγνώρισης μοτίβου. 

 Η επεξεργασία σήματος συνήθως περιλαμβάνει τη χρήση φασματικού και χωρικού 

φιλτραρίσματος για τη μεγιστοποίηση του λόγου σήματος προς θόρυβο, καθώς και 

διαδικασίες για την αντιμετώπιση της μόλυνσης των δεδομένων EEG (δηλαδή, 

τεχνουργήματα) και των αλλαγών στα χαρακτηριστικά του σήματος κατά την περίοδο 

σύνδεσης σε- καταγραφές συνεδρίας (δηλαδή, μη αστάθειες). Μετά από όλα τα βήματα 

επεξεργασίας σήματος, κάποιος συνήθως χρειάζεται να απλοποιήσει αυτά τα δεδομένα 

χώρου υψηλής διάστασης σε ένα φορέα χαρακτηριστικών που μπορεί να 

αντιμετωπιστεί από έναν ταξινομητή / αποκωδικοποιητή. 

 Η εξαγωγή χαρακτηριστικών βασίστηκε παραδοσιακά σε προηγούμενες γνώσεις της 

ανθρώπινης ηλεκτροφυσιολογίας, αν και ορισμένες σύγχρονες προσεγγίσεις που 

βασίζονται σε υπολογιστές με υψηλή υπολογιστική ισχύ εκμεταλλεύονται 

μεθοδολογίες black-box για αυτόματη εξαγωγή σχετικών χαρακτηριστικών χωρίς 

προηγούμενες υποθέσεις. 

 Με τα διανύσματα χαρακτηριστικών που υπολογίζονται από δεδομένα εκπαίδευσης, 

ένας ταξινομητής / αποκωδικοποιητής εκπαιδεύεται για να μάθει πώς να εντοπίζει 

καταστάσεις εγκεφάλου που πρέπει να σχετίζονται με εντολές ελέγχου για τη συσκευή. 

Μόλις εκπαιδευτεί ο ταξινομητής, μπορεί να χρησιμοποιηθεί για την αξιολόγηση νέων, 

αγνώστων δεδομένων για λειτουργία σε κλειστό βρόχο. 

Διαφορετικά ερευνητικά εργαστήρια παγκοσμίως εργάζονται για τη βελτίωση αυτών των 

τριών υπολογιστικών βημάτων (επεξεργασία σήματος, εξαγωγή χαρακτηριστικών και 

ταξινόμηση / αποκωδικοποίηση) και για την προσαρμογή διαφορετικών μεθοδολογιών από το 

πεδίο AI στις ιδιαιτερότητες των δεδομένων EEG. Οι μέθοδοι ταξινόμησης έχουν λάβει 

μεγαλύτερη προσοχή, καθώς η παραγωγή τους χρησιμοποιείται συνήθως για την αξιολόγηση 

της απόδοσης BCI (π.χ., ακρίβεια ταξινόμησης). Από αυτήν την άποψη, υπάρχει μια τεράστια 

ποικιλία ταξινομητών που έχουν αξιολογηθεί στον τομέα των BCI, από πολύ απλά έως 

πολύπλοκα βαθιά νευρωνικά δίκτυα (Lotte et al., 2018). 

Διαφορετικοί τύποι εφαρμογών απαιτούν διαφορετικές προσεγγίσεις AI για τη μεγιστοποίηση 

της επιτυχίας του BCI. Για παράδειγμα, σε ορισμένα πλαίσια, θέλουμε οι χρήστες να μάθουν 

και να προσαρμόσουν τα πρότυπα του εγκεφάλου τους σε μια επιθυμητή κατάσταση (π.χ., στη 

νευροεπεξεργασία, όπου θέλουμε να αλλάξουμε τον εγκέφαλο για να προκαλέσουμε κάποιες 

αλλαγές στη συμπεριφορά ως συνέπεια). Σε αυτήν την περίπτωση, ένας απλός γραμμικός 

ταξινομητής μπορεί να είναι αρκετός για να καθοδηγήσει τον χρήστη υποδεικνύοντας εάν η 

ενεργοποίηση σε μια συγκεκριμένη περιοχή του εγκεφάλου θα πρέπει να είναι υψηλότερη ή 

χαμηλότερη. Αντίθετα, ορισμένες άλλες εφαρμογές, όπως ο έλεγχος εγκεφάλου μιας 

αναπηρικής πολυθρόνας, απαιτούν πιο περίπλοκους αλγόριθμους για τη μεγιστοποίηση της 

ακρίβειας αποκωδικοποίησης, προσαρμογή στα συγκεκριμένα πρότυπα δραστηριότητας κάθε 

συμμετέχοντα και προσπάθεια ελαχιστοποίησης σφαλμάτων. 
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1.2.3 Εφαρμογές διεπαφών εγκεφάλου-υπολογιστή με χρήση EEG 

Ένας ευρέως αποδεκτός ορισμός του BCI είναι: «ένα σύστημα που μετρά τη δραστηριότητα 

του Κεντρικού Νευρικού Συστήματος (CNS) και το μετατρέπει σε τεχνητή έξοδο που 

αντικαθιστά, αποκαθιστά, ενισχύει, συμπληρώνει ή βελτιώνει τη φυσική έξοδο του CNS και 

έτσι αλλάζει τις συνεχιζόμενες αλληλεπιδράσεις μεταξύ του CNS και του εξωτερικού ή 

εσωτερικού περιβάλλοντός του (J. Wolpaw & Wolpaw, 2012). 

Ένα BCI για την αντικατάσταση μιας φυσικής λειτουργίας μπορεί να χρησιμοποιηθεί από 

άτομα που, λόγω τραυματισμού ή ασθένειας, έχουν χάσει αυτήν τη λειτουργία. Για 

παράδειγμα, ένα άτομο που δεν μπορεί να περπατήσει θα μπορούσε να ελέγξει μια ρομποτική 

αναπηρική καρέκλα ή ένα άτομο που δεν μπορεί να μιλήσει θα μπορούσε να χρησιμοποιήσει 

μια ελεγχόμενη από τον εγκέφαλο συσκευή επικοινωνίας (Fernández-Rodríguez et al., 2016; 

Rezeika et al., 2018). 

Το 2009, η ομάδα BCI στο Πανεπιστήμιο της Σαραγόσα, ιδρυτές του Bitbrain, παρουσίασε ένα 

πρωτότυπο μιας αναπηρικής πολυθρόνας ελεγχόμενης με ένα BCI με βάση το παράδειγμα 

P300 (Iturrate et al., 2009). Οι χρήστες έπρεπε να εστιάσουν την προσοχή τους σε 

συγκεκριμένους στόχους σε μια τρισδιάστατη αναπαράσταση του περιβάλλοντος τους, οι 

οποίοι φωτίστηκαν με τυχαία σειρά. Μετά από λίγα δευτερόλεπτα, το σύστημα 

αποκωδικοποίησε όπου ήθελαν να πάνε αναλύοντας τις εγκεφαλικές αποκρίσεις σε κάθε 

ερέθισμα και η αναπηρική καρέκλα τους οδήγησε στην επιθυμητή θέση. 

Ενώ αυτά τα δύο πρώτα πεδία εφαρμογής αναφέρονται σε ασθενείς με κινητική δυσλειτουργία, 

οι BCI έχουν επίσης επινοηθεί ως τρόπος βελτίωσης των ικανοτήτων των υγιών ανθρώπων. 

Ωστόσο, οι BCI για ενίσχυση ή συμπλήρωση ανθρώπινων λειτουργιών έχουν λάβει λιγότερη 

προσοχή μέχρι τώρα. Αυτό συμβαίνει επειδή η βελτίωση της ποιότητας ζωής των ατόμων με 

αναπηρία χρειάζεται λίγη περαιτέρω αιτιολόγηση, αλλά η αύξηση των ανθρώπινων φυσικών 

λειτουργιών εγείρει σημαντικές ηθικές ανησυχίες και συζητήσεις (Yuste et al., 2017). 

Ένα BCI μπορεί επίσης να χρησιμοποιηθεί για την αποκατάσταση μιας χαμένης λειτουργίας. 

Για παράδειγμα, τα άτομα με παράλυση ή αδυναμία των άκρων μετά από τραυματισμό του 

νωτιαίου μυελού μπορούν να ελέγξουν εξωσκελετούς ή ηλεκτρική διέγερση για να 

μετακινήσουν τα δικά τους άκρα (AL-Quraishi et al., 2018). Το έργο MoreGrasp, που 

χρηματοδοτήθηκε από το πρόγραμμα ΕΕ H2020 και όπου ο Bitbrain ήταν ένας από τους 

εταίρους, δούλεψε προς αυτήν την κατεύθυνση αναπτύσσοντας μια τεχνολογία που επέτρεπε 

στους τετραπληγικούς ασθενείς να ελέγχουν, με τα εγκεφαλικά τους κύματα, λειτουργική 

ηλεκτρική διέγερση των μυών και των νεύρων που κινούν τους παράλυτο χέρι.  

Ένα παράδειγμα συμπληρωματικών λειτουργιών μπορεί να είναι, για παράδειγμα, ο έλεγχος 

ενός τρίτου (π.χ. ρομποτικού) βραχίονα με εγκεφαλική δραστηριότητα. Λίγο λιγότερο ακραίο 

είναι η περίπτωση ενίσχυσης των λειτουργιών, που σημαίνει ότι μια φυσική έξοδος εγκεφάλου 

επεξεργάζεται για να ενισχύσει τις ικανότητές μας. Για παράδειγμα, η φυσική απόκριση του 

εγκεφάλου μετά την παρατήρηση μιας μηχανής που διαπράττει ένα σφάλμα θα μπορούσε να 

χρησιμοποιηθεί για τη βελτίωση αυτής της μηχανής. ή μετρήσεις προσοχής / απόσπασης της 

προσοχής κατά τη διάρκεια μιας μακράς εργασίας όπως η οδήγηση θα μπορούσαν να 

χρησιμοποιηθούν για να ειδοποιήσουν τον οδηγό όταν χάσει την προσοχή. Το 2018, η Nissan 

σε συνεργασία με την Bitbrain παρουσίασε το πρώτο πρωτότυπο της διεπαφής  
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Εικόνα 1.8 Τρόπος Λειτουργίας Wheelchair. 

 

Brain-to-Vehicle, στην οποία η εμπειρία οδήγησης βελτιώθηκε με την πρόβλεψη των 

αποφάσεων του οδηγού μετά την ανίχνευση συγκεκριμένων δυνατοτήτων που σχετίζονται με 

την εκδήλωση. 

Τέλος, παρεμβάσεις που βασίζονται στο BCI μπορούν να χρησιμοποιηθούν για τη βελτίωση 

ορισμένων λειτουργιών. Για παράδειγμα, τα άτομα που πάσχουν από εγκεφαλικό επεισόδιο 

μπορεί να υποστούν βλάβη στο κεντρικό νευρικό σύστημα που προκαλεί παράλυση των άνω 

άκρων. Ένα BCI που συνδέει την ενεργοποίηση του εγκεφάλου κατά τη διάρκεια της πρόθεσης 

κίνησης με περιφερειακή ανατροφοδότηση στο παράλυτο άκρο μπορεί να εκμεταλλευτεί 

μηχανισμούς πλαστικότητας που εξαρτώνται από τη δραστηριότητα για να βελτιώσει τη 

λειτουργία του ασθενούς (López-Larraz et al., 2018). 

Η πρώτη φορά που ένα BCI αποδείχθηκε επιστημονικά ότι έχει επανθετικά αποτελέσματα σε 

ασθενείς με εγκεφαλικό επεισόδιο ήταν το 2013 από μια ερευνητική ομάδα στο Πανεπιστήμιο 

του Tübingen (Ramos-Murguialday et al., 2013). Η συσχέτιση συγκεκριμένων μοτίβων του 

εγκεφάλου με την ομοιόμορφη ανατροφοδότηση, επίσης γνωστή ως neurofeedback, έχει τη 

δυνατότητα να βοηθήσει στην αναδιοργάνωση των εγκεφαλικών κυκλωμάτων, οδηγώντας σε 

βελτιώσεις σε νευροψυχιατρικές διαταραχές όπως έλλειμμα προσοχής και υπερκινητικότητα, 

αλλά και για γνωστική βελτίωση σε υγιείς πληθυσμούς (Sitaram et al., 2017) 
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Εικόνα 1.9   Brain-to-Vehicle interface 

1.3 Σύνοψη 1ου κεφαλαίου 

Η επικοινωνία μεταξύ εγκεφάλου και μηχανών ακουγόταν σαν σενάριο επιστημονικής 

φαντασίας μέχρι πριν από μερικές δεκαετίες. Οι κοινές προσπάθειες από μηχανικούς, 

νευροεπιστήμονες και κλινικούς έχουν οδηγήσει σε εντυπωσιακές εξελίξεις στον τομέα των 

διεπαφών εγκεφάλου-υπολογιστή, συμπεριλαμβανομένου του ελέγχου των αναπηρικών 

αμαξιδίων, των ρομπότ, ακόμη και των εμφυτεύσιμων διεγερτών. Μέχρι στιγμής, το 

μεγαλύτερο μέρος της προόδου σε αυτόν τον τομέα έχει πραγματοποιηθεί σε ερευνητικά 

περιβάλλοντα ως αποδεικτικά στοιχεία, και ορισμένες κλινικές δοκιμές μικρής κλίμακας 

παρείχαν πολύ ελπιδοφόρα αποτελέσματα σε ασθενείς με διαφορετικές νευρολογικές 

ασθένειες. 

 

Πιστεύεται ότι αυτήν τη δεκαετία, θα δούμε τα πραγματικά συστήματα BCI να φτάνουν στην 

αγορά για κλινικές και καταναλωτικές εφαρμογές. Αυτό θα προκύψει ως αποτέλεσμα των 

ορόσημων Ε & Α που αναμένεται να συμβούν τα επόμενα χρόνια: 1) βελτίωση των φορητών 

τεχνολογιών EEG όσον αφορά τη χρηστικότητα και την αξιοπιστία για την αποτελεσματική 

μεταφορά των BCI στο σπίτι (π.χ., για βιντεοπαιχνίδια, domotics και ακόμη και στο σπίτι - 

αποκατάσταση με βάση) 2) ανάπτυξη πιο προηγμένων εμφυτεύσιμων τεχνολογιών για την 

επέκταση της εφαρμογής αυτών των συστημάτων σε άλλους πληθυσμούς ασθενών, ακόμη και 

σε υγιείς ανθρώπους. και 3) εκμετάλλευση μεγάλων εργαλείων δεδομένων με πολλές εγγραφές 

εγκεφαλικής δραστηριότητας για τη βελτιστοποίηση και εξατομίκευση των αλγορίθμων BCI 

έτσι ώστε να μπορούν να λειτουργούν αξιόπιστα σε μη ελεγχόμενα περιβάλλοντα. 
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Κ ε φ ά λ α ι ο   2  

Π ρο - επ εξεργ α σία  &  Δια δ ικα σία  

Μη χα ν ική ς  Μά θηση ς   

 

2.1 Πείραμα 

Πριν την παρουσίαση της διαδικασίας προ-επεξεργασίας των δεδομένων, παρατίθεται η 

περιγραφή του πειράματος, της πειραματικής διάταξης και της πειραματικής διαδικασίας. 

2.1.1 Περιγραφή Πειράματος 

Η μελέτη των κινητικών μηχανισμών θα πραγματοποιηθεί με τη χρήση πολυκάναλων 

καταγραφών Ηλεκτροεγκεφαλογραφίας (EEG), Ηλεκτροκυτταρογραφίας (EOG) και 

Ηλεκτρομυογραφίας (EMG) κατά την εκτέλεση πραγματικής ή φανταστικής κίνησης. Αρχικά, 

πραγματοποιείται εξέταση της εγκεφαλικής δραστηριότητας και εκτίμηση των λειτουργικών 

συνδέσμων μέσω ανάλυσης εγκεφαλικών δικτύων (θεωρία γράφου). Επιπλέον, με βάση τις 

καταγραφές των διαφόρων μυϊκών ομάδων, της ροή πληροφοριών και της απόκρισης των 

ενδιάμεσων μυών κατά τη μετάδοση των εντολών του εγκεφάλου, θα εκτιμηθούν οι μύες 

ενδιαφέροντος. Για να συνδυάσουμε τις προαναφερθείσες καταγραφές, απαιτείται εφαρμογή 

παράλληλης και ξεχωριστής επεξεργασίας για κάθε τύπο σήματος. Προκειμένου να 

προσδιοριστούν τα χαρακτηριστικά των βιοδεικτών που περιγράφουν τις κινητικές λειτουργίες, 

θα εφαρμοστούν τεχνικές προεπεξεργασίας και στη συνέχεια με τη συνδυασμένη ανάλυση των 

καταγραφών EEG και EMG, η δραστηριότητα του εγκεφάλου θα συσχετιστεί με τους 

κινητικούς βαθμούς ελευθερίας. 

Τα δεδομένα θα αποσυντεθούν σε μεμονωμένες συνιστώσες και θα αναπτυχθούν 

υπολογιστικές μέθοδοι για την ανάλυση της δραστηριότητας του εγκεφάλου και των μυών. Πιο 

συγκεκριμένα θα πραγματοποιηθεί: 

Ανάλυση της χωρικής κατανομής της εγκεφαλικής δραστηριότητας (χάρτες ενεργοποίησης): 

Εφαρμογή αλγορίθμων εντοπισμού πηγής και εγκεφαλικής σύνδεσης για δείκτες 

αλληλεπιδράσεων μεταξύ εγκεφαλικών περιοχών κατά τη διάρκεια της κίνησης. 

 Ανάλυση της δραστηριότητας και της εξαγωγής χαρακτηριστικών των νευρωνικών κινητικών 

μηχανισμών  στο πεδίο του χρόνου: Εφαρμογή τεχνικών επαγόμενης δραστηριότητας 

μεμονωμένων συνιστωσών (προκαλούμενα δυναμικά, σήματα συγχρονισμού 

/αποσυγχρονισμού, ICA, PCA κ.λπ.)  

Ανάλυση της δραστηριότητας και των χαρακτηριστικών εξαγωγή των νευρωνικών κινητικών 

μηχανισμών στο πεδίο της συχνότητας: Εφαρμογή μεθόδων φασματικής αποσύνθεσης 
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(Fourier, Hilbert, Wavelet) για το διαχωρισμό των συνιστωσών της εγκεφαλικής 

δραστηριότητας στις διάφορες ζώνες συχνοτήτων. 

Ανάλυση και σύγκριση μυϊκής δραστηριότητας διαφορετικών μυϊκών ομάδων: Υπολογισμός 

πλάτους, λανθάνουσας κατάστασης και ανάλυση μεμονωμένων συνιστωσών των σημάτων που 

ενεργοποιούν τις μυϊκές ομάδες που εμπλέκονται στην κίνηση. 

Ανάλυση της κίνησης και των βαθμών ελευθερίας: Σχεδιασμός και προσομοίωση κατάλληλων 

κινητήρων τελευταίας τεχνολογίας. 

 

2.1.2 Πειραματική Διαδικασία 

Το προτεινόμενο ερευνητικό έργο περιλαμβάνει ηλεκτροεγκεφαλογραφικές και 

ηλεκτρομυογραφικές καταγραφές μικρής διάρκειας χρησιμοποιώντας μη επεμβατικές EEG 

EOG και EMG μεθόδους, καθώς ο ασθενής σχεδιάζει και εκτελεί απλές κινήσεις (π.χ. 

περπάτημα). Οι καταγραφές πραγματοποιήθηκαν στο ΕΜΠ από υγιείς εθελοντές. Η γραπτή 

συγκατάθεση λήφθηκε από όλους τους συμμετέχοντες, ενώ το απόρρητο και η 

εμπιστευτικότητα των ερευνητικών αρχείων προστατεύονται με κωδικοποίηση και δεν θα 

χρησιμοποιηθούν σε δημοσιεύσεις ή παρουσιάσεις. Όλες οι φυσιολογικές εγγραφές 

πραγματοποιήθηκαν υπό την επίβλεψη του συνεργαζόμενου ερευνητή ή του κύριου ερευνητή. 

Σε αυτή τη μελέτη, 9 άτομα (άνδρες και γυναίκες) συμμετείχαν στο συνεργαζόμενο ίδρυμα 

Εθνικό Μετσόβιο Πολυτεχνείο, Σχολή Ηλεκτρολόγων Μηχανικών και Μηχανικών 

Υπολογιστών. Οι συμμετέχοντες ελέχθησαν για να διασφαλιστεί ότι είναι κατάλληλοι για 

συμμετοχή στο πείραμα. Τα κριτήρια αποκλεισμού περιλαμβάνουν (α) άτομα με ιστορικό 

ψυχιατρικών, νευρολογικών ή γνωστικών διαταραχών. β) τα άτομα που έλαβαν μακροχρόνια 

φαρμακευτική αγωγή (γ) άτομα που είχαν διαγνωστεί με διαταραχή ύπνου ή ιστορικό παιδικής 

ηλικίας ADHD · (δ) άτομα που δεν κατάφεραν να έχουν πλήρη διάρκεια ύπνου (> 7 ώρες) για 

δύο νύχτες πριν από το πείραμα · (ε) ιστορικό οποιουδήποτε προβλήματος ακοής. Την ημέρα 

της ηχογράφησης, οι συμμετέχοντες κλήθηκαν περαιτέρω να απέχουν από την κατανάλωση 

καφεΐνης ή αλκοόλ και από το να κάνουν έντονη άσκηση 2 ώρες πριν από τη μελέτη. 

Όλοι οι συμμετέχοντες πραγματοποίησαν το πείραμα σε 1 συνεδρία 4 διεργασιών που 

αποτελείται από δύο πραγματικές κινήσεις και δύο φανταστικές εργασίες κίνησης. Κάθε 

εργασία αποτελείται από 80 δοκιμές (4 συνθήκες ισορροπημένες με βάση τα ερεθίσματα που 

παρουσιάζονται) και διαρκεί περίπου 6,5 λεπτά. Τα οπτικά ερεθίσματα εμφανίζονται για 3,5 

δευτερόλεπτα, ενώ πριν από κάθε ερέθισμα εμφανίζεται ένας σταυρός σταθεροποίησης για 1,5 

δευτερόλεπτο. Κάθε ερέθισμα απεικονίζει μια εικόνα δύο βημάτων στο κέντρο της οθόνης σε 

μαύρο φόντο, όπου επισημαίνονται δεξιά, αριστερά, δεξιά και αριστερά ή κανένα βήμα, με 

αποτέλεσμα τέσσερις συνθήκες ένδειξης. Τα ακουστικά ερεθίσματα παρουσιάζονται κάθε 5 

δευτερόλεπτα, ενώ κάθε ερέθισμα διαρκεί 1 δευτερόλεπτο και ένας σταυρός σταθεροποίησης 

εμφανίζεται για όλη την εργασία. Οι εργασίες εκτελούνται με το πλαίσιο Ψυχολογίας στη 

γλώσσα προγραμματισμού Python. Συγκεκριμένα, οι τέσσερις εργασίες περιλαμβάνουν: 

Visual Real Motion, όπου οι συνθήκες ερεθίσματος είναι: Δεξιά, όπου οι συμμετέχοντες 

καλούνται να μετακινήσουν το δεξί τους πόδι όταν επισημαίνεται ένα δεξί βήμα, Αριστερά, 

όπου οι συμμετέχοντες υποχρεούνται να μετακινούν το αριστερό τους πόδι όταν επισημαίνεται 

ένα αριστερό βήμα, Και τα δύο, όπου και τα δύο πόδια πρέπει να μετακινηθούν και να 
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επισημανθούν τα δεξιά και αριστερά βήματα και Κανένα, όπου ζητήθηκε από τον 

συμμετέχοντα να μην μετακινηθεί. 

Visual Imaginary Motion, όπου οι συνθήκες ερεθίσματος ήταν οι ίδιες με το Visual Real 

Motion, ωστόσο οι συμμετέχοντες έπρεπε να φανταστούν να εκτελούν την κίνηση που 

ζητήθηκε και να μην κινούνται πραγματικά. 

Auditory Real Motion, όπου οι συνθήκες ερεθίσματος είναι: Δεξιά, όπου οι συμμετέχοντες 

καλούνται να μετακινήσουν το δεξί τους πόδι αφού ακούσουν τη λέξη «δεξιά», Αριστερά, 

όπου οι συμμετέχοντες καλούνται να μετακινήσουν το αριστερό τους πόδι βήμα αφού 

ακούσουν τη λέξη «αριστερά», Και οι δύο, όπου και τα δύο πόδια πρέπει να μετακινούνται 

όταν απαγγέλλεται η λέξη «και τα δύο» και Κανένα, όπου ζητήθηκε από τον συμμετέχοντα να 

μην μετακινηθεί αφού άκουσε τη λέξη «κανένα». 

Auditory Imaginary Motion, όπου οι συνθήκες ερεθίσματος ήταν οι ίδιες με την ακουστική 

πραγματική κίνηση, ωστόσο οι συμμετέχοντες έπρεπε να φανταστούν την εκτέλεση της 

κίνησης που ζητήθηκε και να μην κινούνται πραγματικά. 

2.1.3 Πειραματική διάταξη 

Η πειραματική διάταξη  περιλαμβάνει ένα δωμάτιο τύπου κλωβό Faraday, προκειμένου να 

ελεγχθούν τυχόν ηλεκτρομαγνητικές παρεμβολές που θα μπορούσαν να επηρεάσουν τις 

μετρήσεις. Η γαλβανική μόνωση των συμμετεχόντων θα διασφαλιστεί χρησιμοποιώντας 

οπτικό ελεγκτή για είσοδο ενεργοποίησης. Τα καλώδια ηλεκτροδίων θα μονωθούν επίσης για 

την εξάλειψη πιθανών μαγνητικών παρεμβολών 

Ο εξοπλισμός αποτελείται από συσκευές EEG / EOG / EMG: Οι απαιτούμενες πολυκαναλικές 

συσκευές EEG / EOG / EMG χρησιμοποιούσαν ένα κάλυμμα ηλεκτροδίου 64 καναλιών 

(Biosemi, Activetwo System) σύμφωνα με το τυπικό σύστημα 10-20 με 8 επιπλέον κανάλια 

για Ηχογραφήσεις EOG και EMG. 

Πριν την εκτέλεση του πειράματος πραγματοποιείται συλλογή πληροφοριών για τους 

συμμετέχοντες, σχετικά με την ηλικία τους, τον τομέα σπουδών τους, το καλό τους χέρι και 

την οδηγική εμπειρία σε χρόνια. Επίσης, καλούνται να απαντήσουν σε ένα ερωτηματολόγιο 

που αξιολογεί τις πολλαπλές διαστάσεις της υποκειμενικής απόκρισης κατάστασης σε 

πειραματικά περιβάλλοντα, όσον αφορά την ενεργητική διέγερση, το κίνητρο και την 

απαιτούμενη συγκέντρωση για την ολοκλήρωση της εργασίας. 

Ηλεκτροφυσιολογικές καταγραφές: Όλα τα σήματα ψηφιοποιούνται με ρυθμό δειγματοληψίας 

512 Hz. Το anti-aliasing εκτελείται με ένα φίλτρο διέλευσης ζώνης (0,5 - 70 Hz) και 

χρησιμοποιείται ένα φίλτρο εγκοπής 50 Hz για την αποφυγή κύριων παρεμβολών. Όσον αφορά 

τις ηλεκτροφυσιολογικές καταγραφές: 

Το EEG χρησιμοποιεί 64 κανάλια με θέσεις ηλεκτροδίων: Iz, Fp1, AF7, AF3, F1, F3, F5, F7, 

FT7, FC5, FC3, FC1, C1, C3, C5, T7, TP7, CP5, CP3, CP1, P1 , P3, P5, P7, P9, PO7, PO3, 

O1, Oz, POz, Pz, CPz, Fpz, Fp2, AF8, AF4, AFz, Fz, F2, F4, F6, F8, FT8, FC6, FC4, FC2, 

FCz, Cz, C2, C4, C6, T8, TP8, CP6, CP4, CP2, P2, P4, P6, P8, P10, PO8, PO4 και O2. 

Αυτές φαίνονται στην εικόνα 1.7. 
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Εικόνα 2.1  Θέσεις Ηλεκτροδίων. 

Το EOG: Χρησιμοποιεί 2 κανάλια διπολικά από ηλεκτρόδια τοποθετημένα στο εξωτερικό 

κανάλι (HEOG) των ματιών και πάνω και κάτω (VEOG) το δεξί μάτι 

Το EMG: Χρησιμοποιεί 4 κανάλια 2 σε κάθε πόδι σε πρόσθια θέση Tinialis, Gastrocnemius. 

 

Εικόνα 2.2  Πειραματική Διάταξη. 
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2.2 Δομή Δεδομένων  

Πριν προχωρήσουμε στην περιγραφή της διαδικασίας προ-επεξεργασίας δεδομένων, κρίνεται 

αναγκαία η παρουσίαση των δεδομένων που εξήχθησαν από το πείραμα. Τα αρχεία που 

προέκυψαν περιλαμβάνουν  αρχεία τύπου .set, .fdt και .mat. Τα αρχεία .mat αποτελούν την 

καταγραφή ηλεκτρομυογραφικών σημάτων αριστερού και δεξιού ποδιού, ενώ τα αρχεία .set 

περιλαμβάνουν τις καταγραφές 61 καναλιών εγκεφαλογραφήματος για κάθε subject. Να 

σημειώσουμε πως τα ηλεκτρομυογραφικά σήματα υπάρχουν μόνο για τις περιπτώσεις της 

πραγματικής κίνησης ύστερα από οπτικό είτε ακουστικό ερέθισμα. Τα αρχεία για κάθε ασθενή 

περιλαμβάνουν σήματα σε 4 διαφορετικά sessions. Στα sessions αυτά, πραγματοποιούνται σε 

πραγματική ή φανταστική κίνηση, με οπτικό είτε ακουστικό ερέθισμα, 20 δοκιμές κίνησης του 

αριστερού ποδιού, 20 δοκιμές κίνησης του δεξιού ποδιού, 20 δοκιμές κίνησης και των δύο 

ποδιών και 20 δοκιμές στις οποίες ο ασθενής δεν κινεί τα πόδια του. 

Προ-επεξεργασία 

Τα υψηλής ανάλυσης σήματα EEG καταγράφηκαν από ηλεκτρόδια κεφαλής 64 Ag / AgCl 

σύμφωνα με το διεθνές σύστημα 10-20. Επιπλέον, καταγράφηκαν οριζόντια και κατακόρυφα 

ηλεκτροκυτταρογραφήματα (HEOG / VEOG) από ηλεκτρόδια τοποθετημένα στο εξωτερικό 

της εσωτερικής γωνίας του ματιού, καθώς και πάνω και κάτω από το δεξί μάτι. Τα πρωτογενή 

σήματα για όλες τις μεθόδους ψηφιοποιήθηκαν σε συχνότητα δειγματοληψίας 512 Hz. 

Υιοθετήθηκε ένα τυπικό σύστημα προεπεξεργασίας EEG, το οποίο περιλαμβάνει φιλτράρισμα 

διέλευσης ζώνης FIR (1 - 40 Hz), που αναφέρεται στον μέσο όρο των ηλεκτροδίων που 

τοποθετούνται και στα δύο μαστοειδή και επίσης, περιλαμβάνει αφαίρεση οφθαλμικών 

αντικειμένων αφαιρώντας τα πιο συσχετισμένα στοιχεία στα σήματα EOG μέσω ανάλυσης 

ανεξάρτητων συνιστωσών (ICA) (Jung et al., 2000). Τα συνεχή σήματα EEG στη συνέχεια 

απενεργοποιήθηκαν, τμηματοποιήθηκαν σε εποχές εξαρτώμενες από την διέγερση και η 

γραμμή αναφοράς τους διορθώθηκε σε σχέση με τα 300 ms πριν από την έναρξη του 

ερεθίσματος. Όλοι οι αλγόριθμοι προεπεξεργασίας πραγματοποιήθηκαν χρησιμοποιώντας 

προσαρμοσμένους κώδικες και το toolbox EEGLAB στο Matlab 2017b 

Import 

Τα αρχεία .set εισάγονται στο διαδραστικό περιβάλλον απεικόνισης σημάτων EEGLab μέσω 

της Matlab. Πιο συγκεκριμένα, με την εντολή pop_loadset(...) πραγματοποιείται η εισαγωγή 

του εγκεφαλογραφήματος κάθε ασθενούς στην Matlab. Τα ηλεκτρομυογραφικά σήματα για 

δεξί και αριστερό πόδι εισάγονται με την εντολή pop_importdata(…), θέτοντας τις κατάλληλες 

παραμέτρους. 

Filtering 

Για τα ηλεκτροεγκεφαλογραφήματα πραγματοποιείται ο διαχωρισμός των σημάτων στις 

απαραίτητες μπάντες συχνοτήτων, όπως αυτές περιγράφηκαν αναλυτικά στο 1
ο
 κεφάλαιο. Η 

εντολή pop_eegfiltnew(…), εφαρμόζεται στο αντίστοιχο αρχείο .set και επιλέγονται οι μπάντες 

συχνοτήτων που θα κρατηθούν. 

Εντοπισμός Κίνησης 

Ένα πολύ σημαντικό σημείο για να ξεκινήσουμε είναι η εύρεση της ακριβούς χρονικής στιγμής 

στην οποία ο ασθενής πραγματοποίησε κίνηση αριστερού, δεξιού είτε και των 2 ποδιών. Για να 
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γίνει αυτό κάνουμε χρήση των ηλεκτρομυογραφημάτων. Για την αυτοματοποίηση της 

διαδικασίας εύρεσης της έναρξης κίνησης των κάτω άκρων, απαραίτητη προϋπόθεση είναι η 

μελέτη των αντίστοιχων σημάτων κάθε ασθενούς. Κάθε ηλεκτρομυογράφημα αποτελεί ένα 

σήμα μεταβολής μVolt σε σχέση με το χρόνο. Συνεπώς, κρίνεται αναγκαία η εύρεση ενός 

ορίου, η υπέρβαση του οποίου θα μας δηλώνει την μετάβαση του άκρου ή των άκρων από την 

ακινησία στην κίνηση. Το όριο αυτό είναι μοναδικό για κάθε ασθενή και προκύπτει ύστερα 

από μελέτη των μυϊκών σημάτων. Υπάρχει περίπτωση μάλιστα να διαφέρει και από αριστερό 

σε δεξί πόδι. Αποθηκεύοντας σε έναν πίνακα την χρονική στιγμή της 1
η
ς υπέρβασης του ορίου 

για κάθε περίπτωση κίνησης σε κάθε ασθενή ξεχωριστά, προχωρούμε με την εύρεση του 

χρονικού διαστήματος της πιο γρήγορης αντίδρασης. 

Σημείωση: Στην περίπτωση της φανταστικής κίνησης, δεν υπάρχει κίνηση κάτω άκρων, όπως 

και κάποια καταγραφή μυϊκού σήματος. Επομένως πρέπει να γίνει κάποια εκτίμηση της 

πιθανής χρονικής στιγμής στην οποία ο ασθενής κούνησε κάποιο μέλος. Για την επίλυση 

αυτού του προβλήματος πραγματοποιήθηκε σύμπλεξη της πραγματικής και της φανταστικής 

κίνησης του ασθενούς. Πιο συγκεκριμένα, αφού πρώτα υπολογίστηκαν οι χρόνοι αντίδρασής 

του για τις 20 δοκιμές της πραγματικής κίνησης, πάρθηκε μέσος όρος αυτών, διαφορετικός για 

κάθε τύπο κίνησης (αριστερό, δεξί, και τα δύο), ο οποίος προστιθέμενος στον χρόνο εμφάνισης 

του ερεθίσματος, μας δίνει την εκτιμώμενη χρονική στιγμή στην οποία ο ασθενής αναμένουμε 

να κούνησε το πόδι.  

 

 

     

 

 

 

 

 

Εικόνα 2.3 Εκτίμηση χρονικής στιγμής έναρξης κίνησης 

 

Έχοντας εντοπίσει την ακριβή χρονική στιγμή της κίνησης, κάνουμε χρήση των αρχείων .set 

για την εύρεση της στιγμής εμφάνισης του ερεθίσματος (οπτικού, ακουστικού).  Έχει δηλωθεί 

στα αρχεία αυτά, από τον επόπτη του πειράματος, ο τύπος και η χρονική στιγμή του 

ερεθίσματος κάθε δοκιμής, οπότε με μία απλή αφαίρεση βρίσκουμε τον χρόνο αντίδρασης του 

ασθενούς σε κάθε δοκιμή για κάθε τύπο κίνησης. Από αυτές (δεξί, αριστερό, και τα δύο), 

βρίσκουμε την ελάχιστη χρονικά αντίδραση, προκειμένου να επιλέξουμε το μήκος του 

χρονικού παραθύρου, που θα χρησιμοποιηθεί παρακάτω για την εφαρμογή της μεθόδου 

επικαλυπτόμενων παραθύρων.  

 

 

Stimulus 

Motion 

Time 

Voltage 
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Overlapping Windows 

Στη συνέχεια της διαδικασίας, με σκοπό να αυξήσουμε κατά ένα ποσοστό των αριθμό των 

δεδομένων χωρίζουμε τα σήματα με επικαλυπτόμενα παράθυρα. Ένας ιδιαίτερος λόγος για την 

χρήση επικαλυπτόμενων παραθύρων είναι το γεγονός ότι σε περίπτωση που τα παράθυρα δεν 

αλληλεπικαλύπτονται, θα χάσουμε πληροφορία στο όριο των παραθύρων. Για παράδειγμα, ας 

υποθέσουμε ότι το σήμα είναι ημιτονοειδές που πηγαίνει στο μηδέν στο τέλος του πρώτου 

διαστήματος και στη συνέχεια παίρνει μία τιμή στην αρχή του δεύτερου διαστήματος, στην 

οποία γίνεται ημιτονοειδής διαφορετικής συχνότητας και φάσης. Εάν χρησιμοποιούμε 

παράθυρα που δεν αλληλεπικαλύπτονται, θα χάσουμε εντελώς το άλμα και θα υποθέσουμε ότι 

το σήμα είναι ομαλό. Εάν έχουμε επικαλυπτόμενα παράθυρα, ένα από τα παράθυρα θα 

καταγράψει το άλμα και θα εμφανιστεί στην ανάλυσή μας. Στην περίπτωσή μας δοκιμάσαμε 

διάφορες επικαλύψεις, με μήκος παραθύρου περίπου τα 300 ms. 

Label 

Ένα αρκετά σημαντικό τμήμα της διαδικασίας είναι το Labeling για κάθε παράθυρο. Μέσω 

των αρχείων .set, γνωρίζουμε από τον επόπτη του πειράματος ποια κίνηση εκτελέστηκε την 

στιγμή εκείνη, δεδομένου και του ερεθίσματος που εμφανίστηκε. Όταν ένα παράθυρο 

βρίσκεται ανάμεσα στο χρονικό διάστημα που εκτείνεται από την εμφάνιση του ερεθίσματος 

έως την έναρξη της κίνησης, τότε του δίνεται το αντίστοιχο Label. Στην περίπτωση της 

ακινησίας, για να μειώσουμε τον όγκο δεδομένων που γενικά δεν μπορούν να αξιοποιηθούν, 

κρατάμε μόνο το 1
ο 

δευτερόλεπτο από το διάστημα που ο επόπτης έχει χαρακτηρίσει ως 

ακινησία και διαρκεί περίπου 3 sec. Σε οποιαδήποτε άλλη περίπτωση, όπως στα διαστήματα 

από το τέλος της κίνησης μέχρι την εμφάνιση του επόμενου ερεθίσματος, τα παράθυρα δεν 

λαμβάνονται στα δεδομένα μας.  

Δημιουργία Πίνακα  

Τέλος, στο Matlab δημιουργούμε δυσδιάστατο πίνακα στον οποίο καταχωρούμε τα 61 κανάλια 

για κάθε παράθυρο, όπου στις πρώτες 61 γραμμές έχουμε τα κανάλια του 1
ου

 παραθύρου. Ο 

αριθμός των γραμμών εξαρτάται από τον αριθμό των επικαλυπτόμενων παραθύρων που 

δημιουργήθηκαν, ενώ στην τελευταία στήλη περνάμε τα Labels κάθε παραθύρου. 

Συνεχίζουμε με τα επόμενα στάδια της διαδικασίας. Αρχικά, παρουσιάζουμε διάφορες 

μεθόδους εξαγωγής χαρακτηριστικών, τεχνικές επιλογής χαρακτηριστικών και τέλος μερικούς 

αλγορίθμους ταξινόμησης. 

2.3 Feature Extraction 

Το Feature Extraction  στοχεύει στη μείωση του αριθμού των χαρακτηριστικών σε ένα σύνολο 

δεδομένων δημιουργώντας νέα χαρακτηριστικά από τα ήδη υπάρχοντα (και στη συνέχεια 

απορρίπτοντας τα αρχικά χαρακτηριστικά). Αυτά τα νέα μειωμένα σύνολα χαρακτηριστικών 

θα πρέπει στη συνέχεια να μπορούν να συνοψίσουν τις περισσότερες πληροφορίες που 

περιέχονται στο αρχικό σύνολο χαρακτηριστικών. Με αυτόν τον τρόπο, μια συνοπτική έκδοση 

των αρχικών χαρακτηριστικών μπορεί να δημιουργηθεί από ένα συνδυασμό του αρχικού σετ. 

Μια άλλη κοινά χρησιμοποιούμενη τεχνική για τη μείωση του αριθμού των χαρακτηριστικών 

σε ένα σύνολο δεδομένων είναι η επιλογή χαρακτηριστικών. Η διαφορά μεταξύ επιλογής 

χαρακτηριστικών και εξαγωγής χαρακτηριστικών είναι ότι η επιλογή χαρακτηριστικών 
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στοχεύει αντ 'αυτού να κατατάξει τη σημασία των υπαρχόντων χαρακτηριστικών στο σύνολο 

δεδομένων και να απορρίψει λιγότερο σημαντικές (δεν δημιουργούνται νέα χαρακτηριστικά).  

Στη μηχανική μάθηση,  η εξαγωγή χαρακτηριστικών ξεκινά από ένα αρχικό σύνολο δεδομένων 

και δημιουργεί παράγωγες τιμές (χαρακτηριστικά) που προορίζονται να είναι ενημερωτικές και 

μη περιττές, διευκολύνοντας τα επόμενα βήματα μάθησης και γενίκευσης, που σε ορισμένες 

περιπτώσεις οδηγούν σε καλύτερες ερμηνείες. Η εξαγωγή χαρακτηριστικών σχετίζεται με τη 

μείωση διαστάσεων. 

Όταν τα δεδομένα εισαγωγής σε έναν αλγόριθμο είναι πολύ μεγάλα για επεξεργασία και 

υπάρχει υποψία ότι είναι περιττό το αρχικό σύνολο δεδομένων τότε μπορεί να μετατραπεί σε 

μειωμένο σύνολο χαρακτηριστικών (ονομάζεται επίσης διάνυσμα χαρακτηριστικών). Ο 

καθορισμός ενός υποσυνόλου των αρχικών χαρακτηριστικών ονομάζεται επιλογή 

χαρακτηριστικών. Οι επιλεγμένες δυνατότητες αναμένεται να περιέχουν τις σχετικές 

πληροφορίες από τα δεδομένα εισόδου, έτσι ώστε η επιθυμητή εργασία να μπορεί να 

εκτελεστεί χρησιμοποιώντας αυτήν τη μειωμένη αναπαράσταση αντί για τα πλήρη αρχικά 

δεδομένα. 

Στην περίπτωσή μας το αρχικό σετ δεδομένων περιλαμβάνει σήματα χρονοσειρών, από τα 

οποία δεν προκύπτουν άμεσα σαφή χαρακτηριστικά. Έτσι, χρησιμοποιούμε μεθόδους Feature 

Extraction με σκοπό να μειώσουμε την διαστατικότητα και να κάνουμε τα δεδομένα πιο 

εύχρηστα. 

 

2.3.1 Skewness 

Είναι ο βαθμός παραμόρφωσης από τη συμμετρική καμπύλη καμπάνας ή την κανονική 

κατανομή. Μετρά την έλλειψη συμμετρίας στην κατανομή δεδομένων. 

Διακρίνει ακραίες τιμές στη μία έναντι στην άλλη ουρά. Μια συμμετρική κατανομή θα έχει 

κλίση 0. 

Σύμφωνα με την θεωρία πιθανοτήτων, η ασυμμετρία είναι ένα μέτρο της ασυμμετρίας της 

κατανομής πιθανότητας μιας πραγματικής τυχαίας μεταβλητής σχετικά με τη μέση τιμή της. Η 

τιμή ασυμμετρίας μπορεί να είναι θετική, μηδενική, αρνητική ή απροσδιόριστη. 

Για μια μονοτροπική κατανομή, αρνητική ασυμμετρία συνήθως δηλώνει ότι η ουρά βρίσκεται 

στην αριστερή πλευρά της κατανομής και θετική ασυμμετρία δείχνει ότι η ουρά είναι στα 

δεξιά. Σε περιπτώσεις όπου η μία ουρά είναι μακριά αλλά η άλλη ουρά είναι παχιά, η 

ασυμμετρία δεν υπακούει σε έναν απλό κανόνα. Για παράδειγμα, μια μηδενική τιμή σημαίνει 

ότι οι ουρές και στις δύο πλευρές είναι λεπτές. Αυτό ισχύει για μια συμμετρική κατανομή, 

αλλά μπορεί επίσης να ισχύει για μια ασύμμετρη κατανομή όπου η μία ουρά είναι μακριά και 

λεπτή και η άλλη είναι κοντή αλλά παχιά. 
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Εικόνα 2.4  Ασυμμετρία 

Το Positive Skewness σημαίνει όταν η ουρά στη δεξιά πλευρά της κατανομής είναι 

μεγαλύτερη ή παχύτερη. Ο μέσος όρος και η μέση τιμή θα είναι μεγαλύτερη από την τιμή που 

εμφανίζεται πιο συχνά. 

Το Negative Skewness είναι όταν η ουρά της αριστερής πλευράς της κατανομής είναι 

μεγαλύτερη ή παχύτερη από την ουρά στη δεξιά πλευρά. Ο μέσος και ο μέσος όρος θα είναι 

μικρότερος από την τιμή που εμφανίζεται πιο συχνά. 

Ορισμός 
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              (2.1) 

2.3.2 Kurtosis 

Όπως το skewness, η kurtosis είναι ένα στατιστικό μέτρο που χρησιμοποιείται για την 

περιγραφή της κατανομής. Ενώ η ασυμμετρία διαφοροποιεί τις ακραίες τιμές στη μία έναντι 

της άλλης ουράς, η kurtosis μετρά ακραίες τιμές και στις δύο ουρές. Οι κατανομές με μεγάλη 

kurtosis εμφανίζουν δεδομένα ουράς που υπερβαίνουν τις ουρές της κανονικής κατανομής 

(π.χ. πέντε ή περισσότερες τυπικές αποκλίσεις από το μέσο όρο). Οι κατανομές με χαμηλή 

kurtosis εμφανίζουν δεδομένα ουράς που είναι γενικά λιγότερο ακραία από τα ουρά της 

κανονικής κατανομής. 

Στη θεωρία και τις στατιστικές πιθανότητας, η kurtosis (από ελληνικά: κυρτός, kyrtos ή kurtos, 

που σημαίνει "καμπύλη, αψίδα") είναι ένα μέτρο της "ουράς" της κατανομής πιθανότητας μιας 

τυχαίας μεταβλητής πραγματικών τιμών. Όπως και το skewness, η kurtosis περιγράφει το 

σχήμα μιας κατανομής πιθανότητας και υπάρχουν διαφορετικοί τρόποι ποσοτικοποίησης για 

μια θεωρητική κατανομή και αντίστοιχοι τρόποι εκτίμησής του από ένα δείγμα από έναν 

πληθυσμό. Διαφορετικά μέτρα για την kurtosis μπορεί να έχουν διαφορετικές ερμηνείες. 
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Το τυπικό μέτρο της kurtosis μιας διανομής, που προέρχεται από τον Karl Pearson, είναι μια 

κλιμακωτή έκδοση της τέταρτης ροπής της κατανομής. Αυτός ο αριθμός σχετίζεται με τις 

ουρές της κατανομής, όχι με την αιχμή του ως εκ τούτου, ο ενίοτε χαρακτηρισμένος 

χαρακτηρισμός της kurtosis ως «αιχμής» είναι λανθασμένος. Για αυτό το μέτρο, η υψηλότερη 

kurtosis αντιστοιχεί σε μεγαλύτερο άκρο αποκλίσεων (ή ακραίες τιμές) και όχι στη 

διαμόρφωση δεδομένων κοντά στο μέσο όρο. 
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              (2.2) 

 

2.3.3 Hjorth Parmaters 

Οι παράμετροι Hjorth είναι δείκτες στατιστικών ιδιοτήτων που χρησιμοποιούνται στην 

επεξεργασία σήματος στο πεδίο του χρόνου και τους εισήγαγε ο Bo Hjorth το 1970. Οι 

παράμετροι είναι Activity, Mobility και Complexity. Χρησιμοποιούνται συνήθως στην 

ανάλυση σημάτων ηλεκτροεγκεφαλογγραφίας για εξαγωγή χαρακτηριστικών. Οι παράμετροι 

είναι ομαλοποιημένοι περιγραφείς κλίσης (NSD) που χρησιμοποιούνται στα EEG. Επιπλέον, 

στη ρομποτική περιοχή, οι παράμετροι Hjorth χρησιμοποιούνται για την επεξεργασία σήματος 

αφής για την ανίχνευση ιδιοτήτων φυσικών αντικειμένων, όπως η υφή της επιφάνειας / η 

ανίχνευση υλικών και η ταξινόμηση της αφής μέσω τεχνητού ρομποτικού δέρματος. 

Hjorth Activity 

Η παράμετρος Activity αντιπροσωπεύει την ισχύ σήματος, τη διακύμανση μιας συνάρτησης 

χρόνου. Αυτό μπορεί να δείξει την επιφάνεια του φάσματος ισχύος στον τομέα συχνοτήτων. 

Αυτό αντιπροσωπεύεται από την ακόλουθη εξίσωση: 

  varActivity y t                    (2.3) 

Hjorth Mobility 

Η παράμετρος Mobility αντιπροσωπεύει τη μέση συχνότητα ή το ποσοστό της τυπικής 

απόκλισης του φάσματος ισχύος. Αυτό ορίζεται ως η τετραγωνική ρίζα διακύμανσης του 

πρώτου παραγώγου του σήματος y (t) διαιρούμενη με διακύμανση του σήματος y (t). 

 

  

var

var

dy t

dt
Mobility

y t

 
 
                    (2.4) 

Hjorth Complexity 

Η παράμετρος Complexity αντιπροσωπεύει την αλλαγή στη συχνότητα. Η παράμετρος 

συγκρίνει την ομοιότητα του σήματος με ένα καθαρό ημιτονοειδές κύμα, όπου η τιμή 

συγκλίνει σε 1 εάν το σήμα είναι πιο όμοιο. 
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dy t
Mobility

dt
Complexity

Mobility y t

 
 
                   (2.5) 

2.3.4 Hurst Exponent 

Ο εκθέτης Hurst χρησιμοποιείται ως μέτρο της μακροχρόνιας μνήμης των χρονοσειρών. 

Σχετίζεται με την αυτοσυσχέτιση των χρονοσειρών και τον ρυθμό με τον οποίο μειώνεται 

καθώς αυξάνεται η καθυστέρηση μεταξύ ζευγών τιμών. Μελέτες που αφορούσαν τον εκθέτη 

Hurst αναπτύχθηκαν αρχικά στην υδρολογία για το πρακτικό ζήτημα του καθορισμού του 

βέλτιστου μεγέθους φράγματος για τις πτητικές συνθήκες βροχής και ξηρασίας του ποταμού 

Νείλου που είχαν παρατηρηθεί για μεγάλο χρονικό διάστημα. Το όνομα "Hurst exponent", ή 

"Hurst συντελεστής", προέρχεται από τον Harold Edwin Hurst (1880-1978), ο οποίος ήταν ο 

κύριος ερευνητής σε αυτές τις μελέτες. Η χρήση της τυπικής συμβολής Η για τον συντελεστή 

σχετίζεται επίσης με το όνομά του. 

Ο εκθέτης Hurst αναφέρεται ως «δείκτης εξάρτησης» ή «δείκτης εξάρτησης μεγάλης 

εμβέλειας». Ποσοτικοποιεί τη σχετική τάση μιας χρονοσειράς είτε να υποχωρεί έντονα στο 

μέσο όρο είτε να συσσωρεύεται σε μια κατεύθυνση.  Η τιμή H στο εύρος 0,5-1 δείχνει μια 

χρονοσειρά με μακροπρόθεσμη θετική αυτοσυσχέτιση, πράγμα που σημαίνει ότι μια υψηλή 

τιμή στη σειρά πιθανότατα θα ακολουθείται από μια άλλη υψηλή τιμή και ότι οι τιμές για 

μεγάλο χρονικό διάστημα στο μέλλον θα τείνουν επίσης να είναι ψηλός. Μια τιμή στο εύρος 0 

- 0,5 υποδεικνύει μια χρονοσειρά με μακροπρόθεσμη εναλλαγή μεταξύ υψηλών και χαμηλών 

τιμών σε γειτονικά ζεύγη, πράγμα που σημαίνει ότι μια ενιαία υψηλή τιμή πιθανότατα θα 

ακολουθείται από μια χαμηλή τιμή και ότι η τιμή μετά από αυτό θα τείνει να είναι υψηλή, με 

αυτήν την τάση να αλλάζουμε μεταξύ υψηλών και χαμηλών τιμών που διαρκούν πολύ καιρό 

στο μέλλον. Η τιμή H = 0,5 μπορεί να υποδηλώνει μια εντελώς μη συσχετισμένη σειρά, αλλά 

στην πραγματικότητα είναι η τιμή που ισχύει για σειρές για τις οποίες οι αυτοσυσχέτισεις σε 

μικρές χρονικές καθυστερήσεις μπορεί να είναι θετικές ή αρνητικές, αλλά όταν οι απόλυτες 

τιμές των αυτοσυσχέσεων μειώνονται εκθετικά γρήγορα στο μηδέν. Αυτό έρχεται σε αντίθεση 

με την τυπικά εξασθένηση του νόμου ισχύος για τις περιπτώσεις 0,5 <H <1 και 0 <H <0,5. 

Ορισμός 

Ο Hurst exponent, ορίζεται ως η ασυμπτωτική συμπεριφορά της επανασφραγισμένης περιοχής 

ως συνάρτηση του χρονικού διαστήματος μιας χρονοσειράς ως εξής 

 

 
,H

R n
Cn ώ n

S n
 

 
   
 

                 (2.6) 

όπου 

 R(n) είναι το εύρος των πρώτων n αθροιστικών αποκλίσεων από το μέσο όρο, και S (n) 

είναι η τυπική απόκλιση 

 Ε(χ) είναι η εκτιμώμενη τιμή. 

 n είναι το χρονικό διάστημα της παρατήρησης (αριθμός σημείων δεδομένων σε μια 

χρονολογική σειρά) 

 C είναι σταθερά. 
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Ο Hurst exponent, καλείται επίσης και ως Rescaled Range statistics (R/S). Για τον υπολογισμό 

του για μία χρονοσειρά Χ=[x1,x2,…,xN], το πρώτο βήμα είναι ο υπολογισμός της 

συσσωρευμένης απόκλισης από τον μέσο της χρονοσειράς σε ένα διάστημα Τα 

   
1 1

1
, , ,

t T

i ii i
X t T x x where x x

T 
                   (2.7) 

Τότε, R(T)/S(T) υπολογίζεται ως 
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                (2.8) 

 

2.3.5 Fisher Information 

Στη στατιστική, το Fisher Information (είναι ένας τρόπος μέτρησης της ποσότητας των 

πληροφοριών που μια παρατηρήσιμη τυχαία μεταβλητή X φέρει για μια άγνωστη παράμετρο θ 

μιας κατανομής που μοντελοποιεί την X. Επισήμως, είναι η διακύμανση της βαθμολογίας, ή η 

αναμενόμενη τιμή των παρατηρούμενων πληροφοριών. Στη Bayesian στατιστική, η 

ασυμπτωτική κατανομή του posterior mode εξαρτάται από τις πληροφορίες του Fisher και όχι 

από το prior .  

Για την περίπτωση του Fisher Information είναι σημαντικό να οριστεί πρώτα ένα μέτρο 

εντροπίας με τη χρήση της μεθόδου Singular Value Decomposition (SVD). Έστω το χρονικό 

σήμα είναι [x1,x2,…,xN]. Δημιουργούμε διανύσματα καθυστέρησης ως 

   1
, ,..., ,i i i d

y i x x x 
  

 
 

 

Όπου τ είναι η καθυστέρηση και dE είναι η embedding dimension. Ο embedding space 

κατασκευάζεται ως  

      1 , 2 ,..., 1 .
T

EY y y y N d       

Εφαρμόζουμε το SVD entropy στον πίνακα Y για να παράξουμε M singular values, σ1,…, σM , 

γνωστό  και ως ιδιόμορφο φάσμα. 

Η SVD entropy ορίζεται ως 

2

1

log ,
M

SVD i i

i

H  


                    (2.9) 

Όπου M είναι ο αριθμός των singular values και 
1,..., M  είναι κανονικοποιημένες ιδιόμορφες 

τιμές όπως  
1

/i i j

j

  




  . Η SVD entropy είναι ένα βαθμωτό χαρακτηριστικό. 

Πλέον μπορούμε να ορίσουμε την Fisher information σε κατανονικοποιημένο ιδιόμορφο 

φάσμα ως 
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                  (2.10) 

Η Fisher information είναι βαθμωτό χαρακτηριστικό. 

2.3.6 Power Spectral Intensity 

Σε μία χρονοσειρά [x1,x2,…,xN], ο Fast Fourier μετασχηματισμός καταλήγει σε [X1,X2,…,XN]. 

Ένα συνεχές πεδίο συχνότητας από flow σε fup χωρίζεται σε Κ κουβάδες, οι οποίοι μπορεί να 

μην είναι ίδιου μεγέθους. Οι ακραίες τιμές των κουβάδων καθορίζονται από ένα διάνυσμα 

band = [f1,f2,…,fK], έτσι ώστε οι χαμηλότερες και οι υψηλότερες συχνότητες του i-οστού 

κουβά να είναι  fi σε fi+1 , αντίστοιχα. Συχνά χρησιμοποιούμενοι άνισοι κουβάδες είναι οι 

EEG/MEG ρυθμοί, οι οποίοι είναι, δ(0.5-4 Hz), θ(4-7 Hz), α(8-12 Hz), β(12-30 Hz) και γ(30-

100 Hz). Για αυτούς τους κουβάδες, έχουμε band = [0.5,4,7,12,30,100]. 

H Power Spectral Intensity (PSI) του κ-οστού προκύπτει ως 
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                 (2.11) 

Όπου fs  είναι ο ρυθμός δειγματοληψίας, και N είναι το μήκος της σειράς. 

Από τις παραπάνω μεθόδους αυτές που έδωσαν μεγαλύετρα αποτελέσματα ήταν οι Fisher 

Information και η Power Spectral Intensity, με την πρώτη να παρουσιάζει περίπου 5% 

μεγαλύτερη ακρίβεια από την τελευταία. Έτσι, επιλέχθηκε το συγκεκριμένο χαρακτηριστικό 

για την παρουσίαση των αποτελεσμάτων του κεφαλαίου 3. 

2.4 Feature Selection 

Στη μηχανική μάθηση, η επιλογή χαρακτηριστικών είναι η διαδικασία επιλογής ενός 

υποσυνόλου σχετικών χαρακτηριστικών, για την χρήση τους στην δημιουργία μοντέλων. Οι 

τεχνικές επιλογής χαρακτηριστικών χρησιμοποιούνται για διάφορους λόγους: 

 απλοποίηση των μοντέλων για ευκολότερη ερμηνεία των αποτελεσμάτων 

 μικρότερους χρόνους για training 

 για να μειώσουμε την  διαστασιμότητα 

 enhanced generalization  για την μείωση του overfitting 

Η κεντρική προϋπόθεση κατά τη χρήση μιας τεχνικής επιλογής χαρακτηριστικών είναι ότι τα 

δεδομένα περιέχουν ορισμένα χαρακτηριστικά που είναι περιττές ή άσχετες και μπορούν έτσι 

να αφαιρεθούν χωρίς να προκληθεί μεγάλη απώλεια πληροφοριών. Το περιττό και άσχετο είναι 

δύο ξεχωριστές έννοιες, καθώς ένα σχετικό χαρακτηριστικό μπορεί να είναι περιττό παρουσία 

άλλου σχετικού χαρακτηριστικού με το οποίο συσχετίζεται έντονα. 

Οι τεχνικές επιλογής χαρακτηριστικών πρέπει να διακρίνονται από την εξαγωγή 

χαρακτηριστικών. Η εξαγωγή χαρακτηριστικών δημιουργεί νέα χαρακτηριστικά από 

συναρτήσεις των αρχικών χαρακτηριστικών, ενώ η επιλογή χαρακτηριστικών επιστρέφει ένα 

υποσύνολο των χαρακτηριστικών. Οι τεχνικές επιλογής χαρακτηριστικών χρησιμοποιούνται 

συχνά σε πεδία όπου υπάρχουν πολλά χαρακτηριστικά και συγκριτικά λίγα δείγματα. 
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Στην περίπτωσή μας χρησιμοποιήθηκαν διάφορες μέθοδοι Feature Selection, εφαρμόζοντάς τες 

στο περιβάλλον προγραμματισμού της Matlab. Από αυτές, αυτή που έδωσε τα καλύτερα 

αποτελέσματα (καλύτερο Accuracy) είναι η Recursive Feature Elimination (RFE). Οι μέθοδοι 

παρουσιάζονται στον πίνακα 2.1. 

Παρακάτω γίνεται ανάλυση της Recursive Feature Elimination: 

Η RFE είναι μια δημοφιλής τεχνική ειδικά σε περιπτώσεις με σχετικά μικρό αριθμό 

δεδομένων, ο λόγος αυτού είναι η επαναληπτική διαδικασία  που ακολουθεί. Η RFE προσπαθεί 

να βελτιώσει την ακρίβεια του μοντέλου αφαιρώντας επαναληπτικά τα λιγότερο σημαντικά 

features, εκείνα δηλαδή των οποίων η αφαίρεση θα έχει τη μικρότερη δυνατή επίδραση στο 

σφάλμα εκπαίδευσης. Πιο συγκεκριμένα, αφαιρούνται επαναληπτικά features που δεν 

συνεισφέρουν σημαντικά στο μοντέλο και έπειτα δημιουργείται νέο μοντέλο με εκείνα που 

μένουν. 

Infinite Latent (ILFS) Infinite (InfFS) 

Features Selection via Eigenvector Centrality 

(ECFS) 

Minimum Redundancy Maximum Relevance 

(mRMR) 

Relief Mutual Information (MutInfFS) 

concaVe (FSV) Laplacian 

Multi-Cluster (mcfs) ℓ0-norm 

Fisher Unsupervised Discriminative (UDFS) 

Local learning-based clustering (LLCFS) Correlation based feature selection (cfs) 

Feature Selection with Adaptive Structure 

Learning (FSASL) 

Dependence Guided Unsupervised Feature 

Selection (DGUFS) 

Unsupervised Feature Selection with Ordinal 

Locality (UFSOL) 

Lasso 

Recursive Feature Elimination (RFE)  

 

Πίνακας 2.1 Μέθοδοι Feature Selection. 

Στο σημείο αυτό θα παρουσιαστεί η μαθηματική διατύπωση του RFE χρησιμοποιώντας τον 

classifier SVM. Αν υποθέσουμε ένα πρόβλημα στο οποίο υπάρχουν σημεία που δεν είναι 

γραμμικά διαχώρισμα, στο σύστημα μπορούν να εισαχθούν κάποιες παράμετροι ξi  που 

περιέχουν πληροφορία για την απόσταση της εκάστοτε μέτρησης από το βέλτιστο υπερεπίπεδο 

που μπορεί να τα διαχωρίσει. Ο SVM κατασκευάζεται ελαχιστοποιώντας τη συνάρτηση 
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                    (2.12) 

Η οποία προβάλλεται στο υπερεπίπεδο 

  1i iy wx b                                (2.13) 

Όπου w το διάνυσμα βαρών και x το σύνολο δεδομένων εκπαίδευσης. 

Η βέλτιστη λύση προκύπτει ως 
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                  (2.14) 
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Με τους ακόλουθους περιορισμούς 

0 , 1,..,ia C i m                    (2.15) 

1

0
n

i i

i

a y


                   (2.16) 

Όπου ai είναι συντελεστές Lagrange. 

 

2.5 Classification 

H ταξινόμηση είναι το πρόβλημα του προσδιορισμού της κλάσης στην οποία ανήκει μία νέα 

παρατήρηση, δεδομένου ενός συνόλου δεδομένων εκπαίδευσης  που περιέχει  παρατηρήσεις 

των οποίων η κατηγορία είναι γνωστή. Στην κόσμο της μηχανικής μάθησης, η ταξινόμηση 

θεωρείται ένα παράδειγμα εποπτευόμενης μάθησης, δηλαδή μάθηση όπου ένα σύνολο 

δεδομένων είναι διαθέσιμο για την εκπαίδευση ενός αλγορίθμου. Η αντίστοιχη μη 

επιβλεπόμενη διαδικασία είναι γνωστή ως ομαδοποίηση, και περιλαμβάνει ομαδοποίηση των 

δεδομένων σε κατηγορίες με βάση κάποιο μέτρο της εγγενούς ομοιότητας ή της απόστασης. 

Ένα από τα πλέον χαρακτηριστικά παραδείγματα ταξινόμησης είναι αυτή του διαχωρισμού 

των e-mails με βάση το εάν είναι spam ή όχι. 

Στην παρούσα διπλωματική, η ταξινόμηση των παραθύρων με βάση τον τύπο κίνησης του 

ασθενούς πραγματοποιήθηκε με 3 classifiers. Συγκεκριμένα, πραγματοποιήθηκε Feature 

Selection για τους 3 classifiers, σε κάθε μπάντα συχνοτήτων ξεχωριστά, ώστε να προκύψει η 

συμπεριφορά του μοντέλου σε κάθε εύρος συχνοτήτων. Επίσης, έγινε συνδυασμός όλων των 

εύρων συχνοτήτων για να γίνει εξαγωγή των πιο σημαντικών καναλιών(ανάλογα με το εύρος 

συχνοτήτων τους), μέσω της εφαρμογής ξεχωριστής διαδικασίας Feature Selection για κάθε 

έναν από τους 3 classifiers, που χρησιμοποιήθηκαν. Η παραπάνω διαδικασία 

πραγματοποιήθηκε για κάθε ασθενή ξεχωριστά (subject specific). Παρακάτω γίνεται μια 

σύντομη περιγραφή και για τους 3 classifiers. 

2.5.1 Linear Discriminant Analysis (LDA) 

Η ανάλυση γραμμικής διάκρισης (LDA) είναι μια μέθοδος που χρησιμοποιείται στη 

στατιστική, την αναγνώριση προτύπων και τη μηχανική μάθηση για την εύρεση ενός 

γραμμικού συνδυασμού χαρακτηριστικών που χαρακτηρίζει ή χωρίζει δύο ή περισσότερες 

κατηγορίες αντικειμένων. Ο συνδυασμός που προκύπτει μπορεί να χρησιμοποιηθεί ως 

γραμμικός ταξινομητής ή, συνηθέστερα, για μείωση διαστάσεων πριν από την μεταγενέστερη 

ταξινόμηση. Παρακάτω παρουσιάζεται η μαθηματική διατύπωση του ταξινομητή. 

Στην περίπτωση που υπάρχουν περισσότερες από δύο κλάσεις, η ανάλυση που χρησιμοποιείται 

στην παραγωγή του Fisher Discriminant μπορεί να επεκταθεί για να βρει έναν υποχώρο που 

φαίνεται να περιέχει όλη τη μεταβλητότητα της κλάσης. Αυτή η γενίκευση οφείλεται στον C. 

R. Rao. Ας υποθέσουμε ότι κάθε κατηγορία C έχει μέσο όρο μi και την ίδια συνδιακύμανση Σ. 

Στη συνέχεια, η διασπορά μεταξύ της μεταβλητότητας κλάσης μπορεί να οριστεί από τη 

συνδιακύμανση δείγματος των μέσων της κλάσης 



32 
 

  
1

1 C
T

b i i

iC
   



                               (2.17) 

όπου μ είναι ο μέσος όρος των μέσων της κλάσης. Ο διαχωρισμός της κλάσης προς μια 

κατεύθυνση w  σε αυτήν την περίπτωση θα δοθεί από 
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w w
S

w w





                  (2.18) 

Αυτό σημαίνει ότι όταν το w  είναι ένα ιδιοδιάνυσμα του 1

b

   ο διαχωρισμός θα είναι ίσος με 

την αντίστοιχη ιδιοτιμή. 

Αν 1

b

   είναι διαγωνοποιήσιμος, η μεταβλητότητα μεταξύ των χαρακτηριστικών θα 

περιέχεται στον υποχώρο που ορίζεται από τα ιδιοδιανύσματα που αντίστοιχουν στις C-1 

μεγαλύτερες ιδιοτιμές, (αφού 
b  είναι τάξης C-1 το πολύ).  Αυτά τα ιδιοδιανύσματα 

χρησιμοποιούνται κυρίως στη μείωση των χαρακτηριστικών, όπως στην PCA. Τα 

ιδιοδιανύσματα που αντιστοιχούν στις μικρότερες ιδιοτιμές θα τείνουν να είναι πολύ 

ευαίσθητα στην ακριβή επιλογή των δεδομένων εκπαίδευσης και συχνά είναι απαραίτητο να 

χρησιμοποιηθεί regularization. 

 

2.5.2 K-Nearest Neighbors 

Στην αναγνώριση προτύπων, ο αλγόριθμος K-Nearest Neighbors (k-NN) είναι μια μη 

παραμετρική μέθοδος που χρησιμοποιείται για την ταξινόμηση και την παλινδρόμηση. Και 

στις δύο περιπτώσεις, η είσοδος αποτελείται από τα k πιο κοντινά παραδείγματα εκπαίδευσης 

στο χώρο χαρακτηριστικών. Η έξοδος εξαρτάται από το εάν το k-NN χρησιμοποιείται για 

ταξινόμηση ή παλινδρόμηση: 

 Στην ταξινόμηση k-NN, η έξοδος είναι μέλος μιας κλάσης. Ένα αντικείμενο 

ταξινομείται με μια πλειοψηφία ψήφου των γειτόνων του, με το αντικείμενο να 

αντιστοιχεί στην τάξη που είναι πιο κοινή μεταξύ των k πλησιέστερων γειτόνων του (το 

k είναι θετικός ακέραιος, συνήθως μικρός). Εάν k = 1, τότε το αντικείμενο απλώς 

αντιστοιχίζεται στην κατηγορία αυτού του πλησιέστερου γείτονα. 

 Στην παλινδρόμηση k-NN, η έξοδος είναι η τιμή ιδιότητας του αντικειμένου. Αυτή η 

τιμή είναι ο μέσος όρος των τιμών των πλησιέστερων γειτόνων. 

Το k-NN είναι ένας τύπος μάθησης που βασίζεται σε γεγονότα, όπου η συνάρτηση 

προσεγγίζεται μόνο τοπικά. 

Τόσο για την ταξινόμηση όσο και για την παλινδρόμηση, μια χρήσιμη τεχνική μπορεί να είναι 

να αντιστοιχίζονται βάρη στις συνεισφορές των γειτόνων, έτσι ώστε οι πιο κοντινοί γείτονες να 

συνεισφέρουν περισσότερο στον μέσο όρο από τους πιο απομακρυσμένους.  

Οι γείτονες λαμβάνονται από ένα σύνολο αντικειμένων για τα οποία είναι γνωστή η κλάση (για 

την ταξινόμηση k-NN) ή η τιμή της ιδιότητας του αντικειμένου (για παλινδρόμηση k-NN). 

Αυτό μπορεί να θεωρηθεί ως το σύνολο εκπαίδευσης για τον αλγόριθμο, αν και δεν απαιτείται 

ρητό βήμα training. 
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Μια ιδιαιτερότητα του αλγόριθμου k-NN είναι ότι είναι ευαίσθητος στην δομή των δεδομένων. 

Ο αλγόριθμος 

Τα παραδείγματα εκπαίδευσης είναι διανύσματα σε ένα πολυδιάστατο χώρο χαρακτηριστικών, 

το καθένα με ετικέτα κλάσης. Η φάση εκπαίδευσης του αλγορίθμου αποτελείται μόνο από την 

αποθήκευση των διανυσμάτων χαρακτηριστικών και των ετικετών κλάσης των εκπαιδευτικών 

δειγμάτων. 

Στη φάση ταξινόμησης, το k είναι μια σταθερά που καθορίζεται από το χρήστη και ένα 

διάνυσμα χωρίς ετικέτα (ένα σημείο δοκιμής) ταξινομείται με την αντιστοίχιση της ετικέτας 

εκεί που είναι πιο συχνή μεταξύ των k πλησιέστερων δειγμάτων εκπαίδευσης σε αυτό το 

σημείο δοκιμής. 

Μια μετρική απόστασης που χρησιμοποιείται συνήθως για συνεχείς μεταβλητές είναι η 

Ευκλείδεια απόσταση. Για διακριτές μεταβλητές, όπως για την ταξινόμηση κειμένου, μπορεί 

να χρησιμοποιηθεί μια άλλη μέτρηση, όπως η μέτρηση επικάλυψης (ή απόσταση Hamming). 

Στο πλαίσιο δεδομένων μικροσυστοιχίας γονιδιακής έκφρασης, για παράδειγμα, το k-NN έχει 

χρησιμοποιηθεί με συντελεστές συσχέτισης, όπως οι Pearson και Spearman, ως μέτρηση. 

Συχνά, η ακρίβεια ταξινόμησης του k-NN μπορεί να βελτιωθεί σημαντικά εάν η μέτρηση 

απόστασης μάθει με εξειδικευμένους αλγόριθμους, όπως η ανάλυση εξαρτημάτων.  

Στην περίπτωσή μας χρησιμοποιούμε τον απλό k-NN, με k =5. 

2.5.3 Random Forest  

Τα Random forests ή τα random decision forests είναι μία ensemble μέθοδος μηχανικής 

μάθησης για ταξινόμηση, παλινδρόμηση και για άλλα καθήκοντα, που λειτουργούν 

κατασκευάζοντας ένα πλήθος δέντρων απόφασης κατά το χρόνο εκπαίδευσης και εξάγοντας 

την κλάση στην περίπτωση της ταξινόμησης ή τη μέση πρόβλεψη των μεμονωμένων δέντρων 

σε περίπτωση παλινδρόμησης. Η Random decision forests μέθοδος είναι κατάλληλη για την 

περίπτωση των δέντρων απόφασης που κάνουν overfitiing στο σύνολο εκπαίδευσης. 

Ο πρώτος αλγόριθμος για τη μέθοδο  random decision forests δημιουργήθηκε από τον Tin Kam 

Ho  χρησιμοποιώντας τη μέθοδο του τυχαίου υποδιαστήματος, η οποία, στη διατύπωση του 

Ho, είναι ένας τρόπος για την εφαρμογή της προσέγγισης «στοχαστικής διάκρισης» στην 

ταξινόμηση που πρότεινε ο Eugene Kleinberg. 

Μια επέκταση του αλγορίθμου αναπτύχθηκε από τον Leo Breiman και τον Adele Cutler,  που 

κατέγραψαν "Random Forests" ως trademark (από το 2019, που ανήκει στην Minitab, Inc.). Η 

επέκταση συνδυάζει την ιδέα του Breiman "bagging" και την τυχαία επιλογή 

χαρακτηριστικών, που παρουσιάστηκαν πρώτα από τον Ho και αργότερα ανεξάρτητα από τον 

Amit και τον Geman, προκειμένου να κατασκευαστεί μια συλλογή δέντρων απόφασης με 

ελεγχόμενη διακύμανση. 

Αλγόριθμος 

Τα δέντρα απόφασης είναι μια δημοφιλής μέθοδος για διάφορες εργασίες μηχανικής μάθησης. 

Η εκμάθηση δέντρων πλησιάζει περισσότερο στην εκπλήρωση των απαιτήσεων για την 

εξυπηρέτηση ως διαδικασία εκτός λειτουργίας για εξόρυξη δεδομένων λένε οι Hastie et al., 

"Επειδή είναι αμετάβλητη υπό κλίμακα και υπό διάφορους άλλους μετασχηματισμούς τιμών 
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χαρακτηριστικών, είναι ισχυρός για συμπερίληψη άσχετων χαρακτηριστικών και παράγει 

ελεγχόμενα μοντέλα. Ωστόσο, σπάνια είναι ακριβής μέθοδος. 

Συγκεκριμένα, τα δέντρα που αναπτύσσονται πολύ βαθιά τείνουν να μαθαίνουν πολύ 

ακανόνιστα μοτίβα: κάνουν overfitting τα σύνολα εκπαίδευσης, δηλαδή έχουν χαμηλή 

μεροληψία, αλλά πολύ υψηλή διακύμανση. Η μέθοδος Random forests είναι ένας τρόπος 

μέσου όρου πολλαπλών δέντρων βαθιάς απόφασης, που εκπαιδεύονται σε διαφορετικά 

υποσύνολα του ίδιου συνόλου εκπαίδευσης, με στόχο τη μείωση της διακύμανσης. Αυτό 

έρχεται σε βάρος μιας μικρής αύξησης της μεροληψίας και κάποιας απώλειας της ερμηνείας, 

αλλά γενικά αυξάνει σημαντικά την απόδοση στο τελικό μοντέλο. 

Ο αλγόριθμος εκπαίδευσης random forests εφαρμόζει τη γενική τεχνική της bootstrap 

aggregating ή του bagging, σε μαθητές δέντρων. Με δεδομένο ένα σύνολο εκπαίδευσης X = x1, 

..., xn , με τιμή απόκρισης Y = y1, ..., yn, η επαναλαμβανόμενη bagging (B φορές) επιλέγει ένα 

τυχαίο δείγμα με αντικατάσταση του συνόλου εκπαίδευσης και κάνει fit δέντρα σε αυτά τα 

δείγματα: 

Για b = 1, ..., B: 

1. Παίρνουμε Δείγμα, με αντικατάσταση, n παραδείγματα εκπαίδευσης από τα X, Y; Έστω  

Xb, Yb. 

2. Εκπαιδεύστε ένα δέντρο ταξινόμησης ή παλινδρόμησης fb στο Xb, Yb. 

Μετά την εκπαίδευση, οι προβλέψεις για δείγματα με άγνωστο label x' μπορούν να προκύψουν 

με τον μέσο όρο των προβλέψεων από όλα τα μεμονωμένα δέντρα παλινδρόμησης στο x': 

1

1ˆ ( )
B

b

b

f f x
B 

                   (2.19) 

ή με τη λήψη της πλειοψηφίας στην περίπτωση των δέντρων ταξινόμησης. 

Αυτή η διαδικασία bootstrapping οδηγεί σε καλύτερη απόδοση του μοντέλου επειδή μειώνει τη 

διακύμανση του μοντέλου, χωρίς να αυξάνει την μεροληψία. Αυτό σημαίνει ότι ενώ οι 

προβλέψεις ενός δέντρου είναι πολύ ευαίσθητες στον θόρυβο στο σύνολο εκπαίδευσής του, ο 

μέσος όρος πολλών δέντρων δεν είναι, αρκεί τα δέντρα να μην συσχετίζονται. Η απλή 

εκπαίδευση πολλών δέντρων σε ένα μόνο σύνολο εκπαίδευσης θα έδινε έντονα συσχετισμένα 

δέντρα (ή ακόμη και το ίδιο δέντρο πολλές φορές, εάν ο αλγόριθμος εκπαίδευσης είναι 

ντετερμινιστικός). Η δειγματοληψία bootstrap είναι ένας τρόπος απο-συσχέτισης των δέντρων 

δείχνοντάς τους διαφορετικά σύνολα εκπαίδευσης. 

Επιπλέον, μια εκτίμηση της αβεβαιότητας της πρόβλεψης μπορεί να γίνει ως η τυπική 

απόκλιση των προβλέψεων από όλα τα μεμονωμένα δέντρα παλινδρόμησης στο x': 

2
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1

B

b

b
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B
 

 





                (2.20) 

Ο αριθμός δειγμάτων / δέντρων, B, είναι μια ελεύθερη παράμετρος. Συνήθως, 

χρησιμοποιούνται μερικές εκατοντάδες έως αρκετές χιλιάδες δέντρα, ανάλογα με το μέγεθος 

και τη φύση του συνόλου εκπαίδευσης. Ένας βέλτιστος αριθμός δέντρων Β μπορεί να βρεθεί 
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χρησιμοποιώντας cross-validation ή παρατηρώντας το σφάλμα out-of-bag: το μέσο σφάλμα 

πρόβλεψης σε κάθε δείγμα εκπαίδευσης xᵢ, χρησιμοποιώντας μόνο τα δέντρα που δεν είχαν xᵢ 

στο δείγμα bootstrap. Το σφάλμα εκπαίδευσης και δοκιμής τείνει να σταματήσει μετά την 

προσαρμογή κάποιου αριθμού δέντρων. 

Η παραπάνω διαδικασία περιγράφει τον αρχικό αλγόριθμο bagging για δέντρα. Η μέθοδος 

Random forests διαφέρει μόνο με έναν τρόπο από αυτό το γενικό σχήμα: χρησιμοποιεί έναν 

τροποποιημένο αλγόριθμο εκμάθησης δέντρων που επιλέγει, σε κάθε υποψήφιο χωρισμένο 

υποσύνολο στη διαδικασία μάθησης, ένα τυχαίο υποσύνολο των χαρακτηριστικών. Αυτή η 

διαδικασία καλείται μερικές φορές " feature bagging ". Ο λόγος που γίνεται αυτό είναι η 

συσχέτιση των δέντρων σε ένα συνηθισμένο δείγμα bootstrap: εάν ένα ή μερικά 

χαρακτηριστικά είναι πολύ ισχυροί παράγοντες πρόβλεψης για τη μεταβλητή απόκρισης, αυτά 

τα χαρακτηριστικά θα επιλεγούν σε πολλά από τα Β δέντρα, προκαλώντας τα να συσχετιστούν. 

Μια ανάλυση του τρόπου με τον οποίο το bagging και η προβολή του τυχαίου υποχώρου 

συμβάλλουν στην αύξηση της ακρίβειας υπό διαφορετικές συνθήκες δίνεται από τον Ho. 

Συνήθως, για ένα πρόβλημα ταξινόμησης με χαρακτηριστικά p, p  (με στρογγυλοποίηση προς 

τα κάτω) χαρακτηριστικά χρησιμοποιούνται σε κάθε διαίρεση. Για προβλήματα 

παλινδρόμησης, γενικά προτείνεται  / 3p  (στρογγυλεμένες προς τα κάτω) με έναν ελάχιστο 

αριθμό κόμβων ίσο με 5 ως προεπιλογή. Στην πράξη, οι βέλτιστες τιμές για αυτές τις 

παραμέτρους θα εξαρτηθούν από το πρόβλημα και θα πρέπει να αντιμετωπίζονται ως 

παράμετροι tuning. 

Η προσθήκη ενός ακόμη βήματος randomization αποδίδει εξαιρετικά τυχαιοποιημένα δέντρα ή 

ExtraTrees. Παρόλο που μοιάζει με την τυπική μέθοδο Random forests στο ότι είναι ένα 

σύνολο μεμονωμένων δέντρων, υπάρχουν δύο κύριες διαφορές: πρώτον, κάθε δέντρο 

εκπαιδεύεται χρησιμοποιώντας ολόκληρο το δείγμα εκμάθησης (αντί για ένα δείγμα bootstrap) 

και δεύτερο, το top-down splitting στην διαδικασία μάθησης των δέντρων είναι 

τυχαιοποιημένος. Αντί να υπολογίζει το τοπικά βέλτιστο σημείο κοπής για κάθε υπό εξέταση 

χαρακτηριστικό, επιλέγεται ένα τυχαίο σημείο κοπής. Αυτή η τιμή επιλέγεται από μια 

ομοιόμορφη κατανομή εντός του εμπειρικού εύρους του χαρακτηριστικού (στο σύνολο 

εκπαίδευσης του δέντρου). Στη συνέχεια, από όλα τα τυχαία παραγόμενα splits, επιλέγεται το 

split που αποδίδει την υψηλότερη βαθμολογία για να χωρίσει τον κόμβο. Παρόμοια με τα 

συνηθισμένη μέθοδο Random forests, μπορεί να καθοριστεί ο αριθμός των τυχαία επιλεγμένων 

χαρακτηριστικών που πρέπει να λαμβάνονται υπόψη σε κάθε κόμβο. Οι προεπιλεγμένες τιμές 

για αυτήν την παράμετρο είναι p  για ταξινόμηση και p για παλινδρόμηση, όπου p είναι ο 

αριθμός των χαρακτηριστικών του μοντέλου. 
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Κ ε φ ά λ α ι ο   3  

Απ οτελέ σμα τα  

 

Η διαδικασία πραγματοποιήθηκε για 2 περιπτώσεις: 

 Επικάλυψη ίση με το 50% του μήκους του παραθύρου 

 Επικάλυψη ίση με το 10% του μήκους του παραθύρου 

Ως μέθοδος Feature Extraction χρησιμοποιήθηκε η Fisher Information και για Feature 

Selection, η Recursive Feature Elimination, μιας και αυτές ήταν οι επικρατέστερες όσον αφορά 

την ακρίβεια σε κάθε περίπτωση. Οι εικόνες παρουσιάζουν την ακρίβεια σε τοις εκατό, ενώ 

πάνω στις μπάρες αναγράφεται ο αριθμός των καναλιών που έδωσε το μεγαλύτερο ποσοστό. 

Γενικά με επικάλυψη 50% τα αποτελέσματα ακριβείας κυμαίνονται από 37.00 – 81.60 % . Πιο 

συγκεκριμένα σε: 

  Delta band κυμαίνονται από 58.56 – 79.88 %. 

  Theta band κυμαίνονται από 59.09 – 81.38 %. 

  Alpha band κυμαίνονται από 58.81 – 81.60 %. 

  Beta band κυμαίνονται από 50.42 – 78.71 %. 

  Gamma band κυμαίνονται από 56.63 – 80.60 %. 

Ο συνδυασμός των παραπάνω μπαντών έφερε μικρότερα αποτελέσματα, που κυμαίνονται από 

37.00 – 78.46 %. 

 

Αντίστοιχα για επικάλυψη 10% τα αποτελέσματα ακριβείας κυμαίνονται από 39.87 – 84.88 %. 

Πιο συγκεκριμένα σε: 

 Delta band κυμαίνονται από 59.17 – 84.88 %. 

 Theta band κυμαίνονται από 55.19 – 82.02 %. 

 Alpha band κυμαίνονται από 61.67 – 82.17 %. 

 Beta band κυμαίνονται από 56.55 – 81.83 %. 

 Gamma band κυμαίνονται από 56.90 – 84.58 %. 

Ο συνδυασμός των παραπάνω μπαντών έφερε μικρότερα αποτελέσματα, που κυμαίνονται από 

39.87 – 82.07 %. 

Τα αποτελέσματα ακρίβειας παρουσιάζονται στους πίνακες 3.1 και 3.2 των αντίστοιχων 

υποκεφαλαίων. Επίσης, αναλογικά με τους συμμετέχοντες, στα υποκεφάλαια αυτά 

παρατίθενται εικόνες με τα αποτελέσματα για κάθε classifier και εύρος συχνοτήτων.  
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3.1 Αποτελέσματα για επικάλυψη ίση με το 50% του μήκους του παραθύρου 

Αρχικά παρουσιάζεται πίνακας με τα Subject με την μεγαλύτερη ακρίβεια σε κάθε περίπτωση. 

Επικάλυψη Πείραμα Subject Ακρίβεια 

 Real Visual 6 0.8073 (KNN) 

50% Real Auditory 3 0.7988 (KNN) 

 Imaginary Visual 4 0.7962 (KNN) 

 Imaginary Auditory 4 0.8052 (RFC) 

 

Πίνακας 3.1 Αποτελέσματα με μεγαλύτερη ακρίβεια για επικάλυψη 50% 

 

 

3.1.1 Πραγματική κίνηση ύστερα από οπτικό ερέθισμα 

 

 

Εικόνα 3.1 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 
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Εικόνα 3.2 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 

 

Εικόνα 3.3 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 



39 
 

 

Εικόνα 3.4 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 

 

Εικόνα 3.5 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 
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Εικόνα 3.6 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 

-  

Εικόνα 3.7 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 
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Εικόνα 3.8 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 

 

Εικόνα 3.9 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 
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3.1.2 Πραγματική κίνηση ύστερα από ακουστικό ερέθισμα 

 

Εικόνα 3.10 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 

 

Εικόνα 3.11 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 
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Εικόνα 3.12 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 

 

Εικόνα 3.13 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 



44 
 

 

Εικόνα 3.15 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 

 

Εικόνα 3.16 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 



45 
 

 

Εικόνα 3.17 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 

 

Εικόνα 3.18 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 
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Εικόνα 3.19 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 

3.1.3 Φανταστική κίνηση ύστερα από οπτικό ερέθισμα 

 

Εικόνα 3.20 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 
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Εικόνα 3.21 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 

 

Εικόνα 3.21 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 
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Εικόνα 3.22 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 

 

Εικόνα 3.23 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 
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Εικόνα 3.24 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 

 

Εικόνα 3.25 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 
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Εικόνα 3.26 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 

 

Εικόνα 3.27 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 
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3.1.4  Φανταστικής κίνησης ύστερα από ακουστικό ερέθισμα 

 

Εικόνα 3.28 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 

 

Εικόνα 3.29 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 
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Εικόνα 3.30 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 

 

Εικόνα 3.31 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 
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Εικόνα 3.32 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 

 

Εικόνα 3.33 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 
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Εικόνα 3.34 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 

 

Εικόνα 3.35 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 
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Εικόνα 3.36 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 

 

 

 

 

3.2 Αποτελέσματα για επικάλυψη ίση με το 10% του μήκους του παραθύρου 

Συνεχίζουμε με την παρουσίαση των αντίστοιχων σχημάτων για τις όλα τα subject, για κάθε 

περίπτωση με εφαρμογή επικαλυπτόμενων παραθύρων, μήκους 300ms και με 10% επικάλυψη. 

Αρχικά παρουσιάζεται πίνακας με τα Subject με την μεγαλύτερη ακρίβεια σε κάθε περίπτωση. 

Επικάλυψη Πείραμα Subject Ακρίβεια 

 Real Visual 7 0.8145 (RFC) 

10% Real Auditory 8 0.8345 (KNN) 

 Imaginary Visual 7 0.8214 (RFC) 

 Imaginary Auditory 3 0.8488 (RFC) 
 

Πίνακας 3.2 Αποτελέσματα με μεγαλύτερη ακρίβεια για επικάλυψη 10% 

 



56 
 

3.2.1 Πραγματική κίνηση ύστερα από οπτικό ερέθισμα

 

Εικόνα 3.37 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 

 

Εικόνα 3.38 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 



57 
 

 

Εικόνα 3.39 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 

 

Εικόνα 3.40 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 
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Εικόνα 3.41 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 

 

Εικόνα 3.42 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 
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Εικόνα 3.43 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 

 

Εικόνα 3.44 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 
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Εικόνα 3.45 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 

 

3.2.2 Πραγματική κίνηση ύστερα από ακουστικό ερέθισμα 

 

Εικόνα 3.46 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 
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Εικόνα 3.47 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 

 

Εικόνα 3.48 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 
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Εικόνα 3.49 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 

 

Εικόνα 3.50 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 
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Εικόνα 3.51 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 

 

Εικόνα 3.52 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 
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Εικόνα 3.53 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 

 

Εικόνα 3.54 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 
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3.2.3 Φανταστική κίνηση ύστερα από οπτικό ερέθισμα 

 

Εικόνα 3.55 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1
ο
 Subject. 

 

Εικόνα 3.56 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 
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Εικόνα 3.57 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 

 

Εικόνα 3.58 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 
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Εικόνα 3.59 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 

 

Εικόνα 3.60 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 
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Εικόνα 3.61 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 

 

Εικόνα 3.62 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 
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Εικόνα 3.63 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 

3.2.4.  Φανταστική κίνηση ύστερα από ακουστικό ερέθισμα

 
 Εικόνα 3.64 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 1

ο
 Subject. 
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Εικόνα 3.65 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 2
ο
 Subject. 

 

Εικόνα 3.66 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 3
ο
 Subject. 
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Εικόνα 3.67 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 4
ο
 Subject. 

 

Εικόνα 3.68 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 5
ο
 Subject. 
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Εικόνα 3.69 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 6
ο
 Subject. 

 

Εικόνα 3.70 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 7
ο
 Subject. 
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Εικόνα 3.71 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 8
ο
 Subject. 

 

Εικόνα 3.72 Παρουσίαση του Accuracy για 3 διαφορετικούς classifiers για το 9
ο
 Subject. 
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Κ ε φ ά λ α ι ο   4  

Αξιολόγ η ση  Απ οτελεσμά τ ων  -  

Συμπ ερά σμα τα  

 

Στην παρούσα εργασία παρουσιάστηκε μία μέθοδος για την αναγνώριση του τύπου κίνησης 

των κάτω άκρων ασθενούς, σε 4 διαφορετικές περιπτώσεις εκτέλεσης του πειράματος. Πιο 

συγκεκριμένα, πραγματοποιήθηκε αναγνώριση για την πραγματική είτε φανταστική κίνηση 

αριστερού, δεξιού ποδιού, καθώς και την αντίστοιχη και των δύο άκρων και της περίπτωσης 

της ακινησίας, ύστερα από ακουστικό και οπτικό ερέθισμα.      

Η αναγνώριση αυτή πραγματοποιήθηκε με εφαρμογή επικαλυπτόμενων παραθύρων και 

τεχνικών μηχανικής μάθησης. Πιο συγκεκριμένα, ύστερα από ειδική επεξεργασία των 

σημάτων, ακολουθήθηκε διαδικασία εξαγωγής χαρακτηριστικών και στη συνέχεια της 

κατάλληλης επιλογής των τελευταίων, τα οποία μας έδωσαν μεγαλύτερη ακρίβεια με βάση 

τους αλγορίθμους μηχανικής μάθησης. 

Παρακάτω παρουσιάζονται τα βασικά συμπεράσματα που προέκυψαν με βάση τα 

διαγράμματα του 3ου κεφαλαίου. 

Γενικά σε όλες τις περιπτώσεις πειράματος η ακρίβεια κυμάνθηκε υψηλά για τη χρήση του 

βέλτιστού της classifier. Ο πιο ισχυρός Classifier είναι ο Random Forest, χωρίς να λάβουμε 

υπόψη τον αριθμό των Features. Υπάρχουν βέβαια κάποιες λίγες περιπτώσεις που ο K-NN 

παρουσιάζει μεγαλύτερη ακρίβεια, όμως σε αυτές η διαφορά είναι πολύ μικρή. Ο LDA 

λειτουργεί λιγότερα αποδοτικά σε σχέση με τους υπολοίπους. Πιο συγκεκριμένα, σε 

διαφορετικά εύρη συχνοτήτων η ακρίβεια έφτασε μέχρι και 85% ενώ και στην περίπτωση 

όλων των καναλιών κυμάνθηκε από 65 μέχρι 80% για τα διάφορα Subject. Ως εκ τούτου, δεν 

υπήρχε κάποιο Subject που να έδωσε καλύτερη ακρίβεια είτε στους διάφορους τύπους 

πειράματος είτε στις δύο περιπτώσεις επικάλυψης. Μπορούμε όμως να παρατηρήσουμε, από 

τους πίνακες 3.1 & 3.2,  πως τα επικρατέστερα είναι τα Subject 4 & 7.  

Στην παρούσα εργασία πραγματοποιήθηκαν δοκιμές για 7 διαφορετικές μεθόδους Feature 

Extraction. Από αυτές οι καλύτερες ήταν οι Fisher και Power, εκ των οποίων η επικρατέστερη 

ήταν η Fisher με μια διαφορά της τάξης του 3-5% στην ακρίβεια. Η τελευταία επιλέχθηκε για 
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την παρουσίαση των αποτελεσμάτων μιας, προκειμένου να δούμε την βέλτιστη λειτουργία του 

μοντέλου και τις μέγιστες δυνατότητές του. Επίσης, ο τύπος πειράματος στον οποίο 

εμφανίστηκε η μεγαλύτερη ακρίβεια, είναι η φανταστική κίνηση ύστερα από ακουστικό 

ερέθισμα, χωρίς φυσικά να έχει μεγάλη διαφορά με την αντίστοιχη πραγματική. Αυτό 

επιβεβαιώνει την εύστοχη εφαρμογή της σύμπλεξης που πραγματοποιήθηκε μεταξύ 

πραγματικής και φανταστικής κίνησης, προκειμένου να καταλήξουμε σε καλύτερα 

αποτελέσματα και η οποία περιγράφεται στο κεφάλαιο 2. Επίσης, με βάση προηγούμενες 

εργασίες πάνω στην ταξινόμηση κίνησης κάτω άκρων, ο τύπος κίνησης είτε φανταστικής είτε 

πραγματικής, ύστερα από ακουστικό ερέθισμα είναι αυτός που δίνει μεγαλύτερη ακρίβεια, 

πράγμα που στην παρούσα εργασία επιβεβαιώνεται.  

Αναφορικά με την μπάντα συχνοτήτων στην οποία παρουσιάζεται μεγαλύτερη ακρίβεια δεν 

μπορούμε να βγάλουμε κάποιο συμπέρασμα. Δεν υπάρχει κάποια μπάντα συχνοτήτων που να 

εμφανίζει μία ξεκάθαρη κυριαρχία ως προς την ακρίβεια. Γενικά παρατηρούμε πως 

παρουσιάζουν μικρή διαφορά. Αν εστιάσουμε παραπάνω, ίσως να μπορούσαμε να πούμε πως η 

μπάντα 4-7 Hz, δηλαδή η μπάντα Theta, φαίνεται η επικρατέστερη ως προς την ακρίβεια της, 

αλλά χωρίς ισχυρή επιβεβαίωση ότι κυριαρχεί. Κάτι επίσης σημαντικό είναι η επικάλυψη των 

σημάτων που χρησιμοποιήθηκαν. Πιο συγκεκριμένα, η επικάλυψη με την μεγαλύτερη ακρίβεια 

είναι ίση με 10%. Παρατηρούμε πως η επικάλυψη ίση με 50%, παρουσιάζει λιγότερη ακρίβεια 

περίπου 3-4%. Αυτό ίσως συμβαίνει λόγω του υψηλού ποσοστού επικάλυψης, που έχει ως 

συνέπεια να ‘μπερδεύει’ το μοντέλο, παρά να συμβάλει στην αύξηση της ακρίβειας. Για το 

λόγο αυτό θεωρείτε ότι μικρότερη επικάλυψη προσφέρει  καλύτερα αποτελέσματα και δίνει 

μεγαλύτερη δυναμική στις περεταίρω αναλύσεις . 

Τέλος, η περίπτωση της συλλογής όλων των καναλιών για την εύρεση της ακρίβειας είναι 

αρκετά σημαντική. Ο λόγος είναι πως στο πείραμα, γνωρίζοντας ποια κανάλια κάθε εύρους 

συχνοτήτων είναι περισσότερο σημαντικά, μπορεί να χρησιμοποιηθεί μικρότερος αριθμός 

καναλιών με αποτέλεσμα να προκύπτουν πρώτα οι περιοχές του εγκεφάλου με την εντονότερη 

δραστηριότητα για την έναρξη κάποιας κίνησης. Παρόλα αυτά, η διαφορά στη χρήση Feature 

Selection δεν μπορούμε να πούμε πως είναι μεγάλη. Γενικά κυμαίνεται από 0-3%. Παρόλα 

αυτά ο αριθμός των καναλιών που θα χρησιμοποιηθούν αποτελεί σημαντικό παράγοντα για την 

δημιουργία ενός μοντέλου που θα παρουσιάζει μεγάλη ακρίβεια χωρίς να χρησιμοποιηθούν 

ληφθούν μετρήσεις από όλα τα κανάλια. Σε ένα BCI στον πραγματικό κόσμο αυτό 

μεταγράφετε σε μείωση της κατανάλωση ισχύος, δεδομένου ότι θα χρησιμοποιηθεί λιγότερο 

ρεύμα για λιγότερα κανάλια, όγκου και βάρους συστήματος, ταχύτητας επεξεργασίας 

δεδομένων (δεδομένου ότι λιγότερα κανάλια παρουσιάζουν μικρότερο υπολογιστικό κόστος). 

Σχετικά με το ποιος Classifier χρησιμοποιεί λιγότερα κανάλια για να προκύψει μέγιστη 
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ακρίβεια, δεν υπάρχει σαφής ένδειξη, παρόλα αυτά προκύπτουν συμπεράσματα συγκριτικά με 

το εύρος των καναλιών. Αρχικά, Ο Random Forest και ο K-NN εμφανίζουν μεγάλο εύρος ως 

προς τον βέλτιστο αριθμό των καναλιών, δηλαδή, μπορεί να παρουσιάσουν την μεγαλύτερη 

ακρίβεια σε διάφορες περιπτώσεις, με αριθμό καναλιών να κυμαίνεται από 5 - 60. Αντίθετα ο 

LDA δεν εμφανίζει με μονοψήφιο αριθμό καναλιών αρκετά καλή ακρίβεια. Συνεπώς ο LDA 

χρειάζεται περισσότερα κανάλια για να δώσει την βέλτιστή του ακρίβεια 

Μελλοντικές Επεκτάσεις 

Μια ιδανική αξιοποίηση των μοντέλων που δημιουργήσαμε κατά την παρούσα διπλωματική, 

θα ήταν η δημιουργία ενός BCI συστήματος, για παράδειγμα μιας ειδικής καρέκλας, η οποία 

δεχόμενη αυτόματα το εγκεφαλογράφημα ενός ασθενή, θα μπορεί να αντιλαμβάνεται την 

φανταστική κίνηση που θα ήθελε να πραγματοποιήσει ο τελευταίος, κυρίως για την 

υποβοήθηση ατόμων με κινητικά προβλήματα. Για την πραγματοποίηση του παραπάνω 

συστήματος είναι απαραίτητη η χρήση ενός μικροϋπολογιστή, όπως για παράδειγμα ενός 

Raspberry PI, για να εκτελεί σε πραγματικό χρόνο τις απαραίτητες ενέργειες. Γι’ αυτόν τον 

λόγο θα πρέπει να τροποποιηθούν οι κώδικες που αναπτύχθηκαν εδώ έτσι ώστε να είναι 

εκτελέσιμοι σε έναν τέτοιο μικροϋπολογιστή, με την πλέον συνηθισμένη γλώσσα 

προγραμματισμού που χρησιμοποιείται σε τέτοιες περιπτώσεις να είναι η C++. Στην 

περίπτωση που η συγκεκριμένη εργασία έφτανε σε αυτό το σημείο τότε θα έπρεπε να ληφθούν 

υπόψη και κάποιοι άλλοι σημαντικοί παράμετροι, όπως ο χρόνος εκτέλεσης και η κατανάλωση 

ισχύος. Επομένως, θα χρειαστεί να γίνει μια μελέτη αυτών των παραμέτρων(κατανάλωση 

ισχύος και χρόνος εκτέλεσης) με βάση όλες τις μεθόδους που αναλύθηκαν. Πιο συγκεκριμένα. 

θα χρειαστεί να πραγματοποιηθεί έλεγχος για το αν μια μέθοδος με μεγαλύτερη ακρίβεια, η 

οποία όμως θα απαιτεί περισσότερο χρόνο, θα είναι πιο συμβατή σε σχέση με μία άλλη 

προκειμένου να επιτευχθεί και να υλοποιηθεί με επιτυχία μια real time εφαρμογή. 

Με βάση τα αποτελέσματα του τρίτου κεφαλαίου, προκύπτει ότι οι περιπτώσεις της 

φανταστικής κίνησης αλλά και της πραγματικής , για κάθε subject παρουσιάζουν ακρίβεια70-

85% . Θα ήταν χρήσιμο λοιπόν να γίνει εφαρμογή και κάποιων επιπρόσθετων τεχνικών, 

κυρίως στο κομμάτι του feature extraction, όπως για παράδειγμα του  CSP (Common Spatial 

Patterns), δεδομένου ότι για το feature selection έχουν εφαρμοστεί όλες οι λύσεις που παρέχει 

το FSLIB, έτσι ώστε να διερευνηθεί περαιτέρω αν υπάρχει κάποια περίπτωση με πιο 

ικανοποιητικά αποτελέσματα. 

Εκτός από την αναζήτηση άλλων μεθόδων, η ακρίβεια μπορεί να βελτιωθεί και μέσα από 

τεχνικές βαθιάς μηχανικής μάθησης με την κατασκευή πολυεπίπεδων νευρωνικών δικτύων. 

Όμως, για να είναι αξιόπιστα αυτά τα αποτελέσματα χωρίς να εμφανίζονται φαινόμενα 
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overfittting, θα πρέπει να γίνει σε πρώτη φάση συλλογή αρκετών δεδομένων με μετρήσεις από 

πολλά και διαφορετικά άτομα. Επίσης, δεδομένου ότι έχουμε να κάνουμε με σήματα χρονικά 

μεταβαλλόμενα, θα μπορούσε να γίνει και χρήση συνελικτικών νευρωνικών δικτύων για την 

περαιτέρω βελτίωση της ακρίβειας.  
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Π α ρ ά ρ τ η μ α  1  

Segmentation & Overlapping Windows ( S c r i p t )  

%%Me ton code auton vriskoume ton xrono apokrisis gia 

left, right podi kai gia ta dio kai apo auta tha vroume  

%%ton elaxisto xrono gia na ton paroume san xrono 

parathirou  

  

clc;clear all 

pathname='C:\Users\soad_\OneDrive\Desktop\leon077'; 

cd(pathname) 

g=dir('*.set'); 

names = {g.name}.'; 

%SUBS=13 

  

bands = [1 4 7 14 30 45]; 

for kkk=1:5 

    SUBS_1=1; 

     

    for SUBS=3:4:length(names) 

        clearvars -except pathname g names SUBS SUBS_1 kkk    

bands 

        kk=1; 

        filename = names{SUBS}; 

        loadpath = 

['C:\Users\soad_\OneDrive\Desktop\leon077\' filename]; 

        disp(filename) 

         eeglab 

        EMG = strrep(loadpath,'.set','.mat') 

            load(EMG, 'EMGright3', 'EMGleft3') 

            EMGleft = EMGleft3; 

            EMGright = EMGright3; 

            %% find EMG activation 

            trigger = '103'; 

            IdxleftLatency=[]; 

            EEG = 

pop_importdata('dataformat','array','nbchan',0,'data',EMGl

eft,'srate',512,'pnts',0,'xmin',0);         

            lag = 100; 

  

            if SUBS==11   %SUBS_1=3  SUBS=9 

                threshold = 150; 

            elseif SUBS==19 

                threshold = 100; 

            elseif SUBS==31 

                threshold = 100; 
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            elseif SUBS==35 

                threshold = 200; 

            else 

                threshold = 100; 

            end 

            influence = 0; 

            [signals,avg,dev] = 

ThresholdingAlgo(detrend(EEG.data),lag,threshold,influence

); 

            lc  = find(signals==1); 

  

            latencyPeak = lc; 

             

            %%load EEG 

            EEG = pop_loadset('filename', [filename]); 

             

            eeglab redraw 

            latency = [EEG.event.latency].'; 

            type = {EEG.event.type}.'; 

            temp = strfind(type,trigger); 

            Idxleft = find(not(cellfun('isempty',temp))) ; 

            IdxleftLatency = latency(Idxleft); 

            %% extract ERPs 

            for LL = 1:length(IdxleftLatency) 

                trial = IdxleftLatency(LL); 

                stopERP = latencyPeak(find( latencyPeak > 

trial, 1 ) ); 

                dfl(SUBS_1,LL)=1/512*(stopERP-trial) 

                stopERP1(kk)=stopERP 

                kk=kk+1  

            end 

            %% 

            %right 

            trigger = '102'; 

            IdxleftLatency=[]; 

            EEG = 

pop_importdata('dataformat','array','nbchan',0,'data',EMGr

ight,'srate',512,'pnts',0,'xmin',0); 

  

            if SUBS==3        %SUBS_1=1  SUBS=1 

                threshold = 600; 

            elseif SUBS==11 

                threshold = 140; 

            elseif SUBS==15 

                threshold = 100; 

            elseif SUBS==19 

                threshold = 100; 

            elseif SUBS==23 

                threshold = 200; 

            elseif SUBS==27 
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                threshold = 150; 

            elseif SUBS==31 

                threshold = 100; 

            else 

                threshold = 200; 

            end 

            [signals,avg,dev] = 

ThresholdingAlgo(detrend(EEG.data),lag,threshold,influence

); 

            lc  = find(signals==1); 

  

            latencyPeak = lc; 

              

            %%load EEG 

            EEG = pop_loadset('filename', [filename]); 

             

            eeglab redraw 

            latency = [EEG.event.latency].'; 

            type = {EEG.event.type}.'; 

            temp = strfind(type,trigger); 

            Idxleft = find(not(cellfun('isempty',temp))) ; 

            IdxleftLatency = latency(Idxleft); 

            %% extract ERPs 

            for LL = 1:length(IdxleftLatency) 

                trial = IdxleftLatency(LL); 

                stopERP = latencyPeak(find( latencyPeak > 

trial, 1 ) ); 

                dfr(SUBS_1,LL)=1/512*(stopERP-trial) 

                stopERP1(kk)=stopERP 

                kk=kk+1 

            end 

            %both 

            trigger = '101'; 

            IdxleftLatency=[]; 

            EEG = 

pop_importdata('dataformat','array','nbchan',0,'data',EMGr

ight,'srate',512,'pnts',0,'xmin',0); 

  

             if SUBS==3        %SUBS_1=1  SUBS=1 

                threshold = 500; 

            elseif SUBS==11 

                threshold = 140; 

            elseif SUBS==15 

                threshold = 100; 

            elseif SUBS==19 

                threshold = 150; 

            elseif SUBS==23 

                threshold = 200; 

            elseif SUBS==27 

                threshold = 150; 



83 
 

            elseif SUBS==31 

                threshold = 100; 

            else 

                threshold = 200; 

            end 

            [signals,avg,dev] = 

ThresholdingAlgo(detrend(EEG.data),lag,threshold,influence

); 

            lc  = find(signals==1); 

  

            latencyPeak = lc; 

      

            %%load EEG 

            EEG = pop_loadset('filename', [filename]); 

            eeglab redraw 

            latency = [EEG.event.latency].'; 

            type = {EEG.event.type}.'; 

            temp = strfind(type,trigger); 

            Idxleft = find(not(cellfun('isempty',temp))) ; 

            IdxleftLatency = latency(Idxleft); 

            %% extract ERPs 

            for LL = 1:length(IdxleftLatency) 

                trial = IdxleftLatency(LL); 

                stopERP = latencyPeak(find( latencyPeak > 

trial, 1 ) ); 

                dfb(SUBS_1,LL)=1/512*(stopERP-trial) 

                stopERP1(kk)=stopERP 

                kk=kk+1 

            end 

  

  

  

    %imaginary 

    filename1 = names{SUBS+1} 

    EEG = pop_loadset('filename', [filename1]); 

    EEG = pop_eegfiltnew(EEG, bands(kkk), bands(kkk+1)); 

    eeglab redraw 

  

    %average 

  

    win_stop_ERP_left=floor(mean(dfl(SUBS_1,:))*512) 

    win_stop_ERP_right=floor(mean(dfr(SUBS_1,:))*512) 

    win_stop_ERP_both=floor(mean(dfb(SUBS_1,:))*512) 

  

    

win_time=floor(0.8*floor(512*min([min(dfl(SUBS_1,:)),min(d

fr(SUBS_1,:)),min(dfb(SUBS_1,:))]))) %arithmos kelion 

parathirou 293 peripou 570ms 

    win_over=12 % 0.05*512=25.6 kelia 50ms peripou 

  

    nchan=size(EEG.data,1) 
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    ind_vec=(1:size(EEG.data,2)); 

  

    event_latency=[EEG.event.latency].'; 

    event_class={EEG.event.type}.'; 

    event_latency=event_latency(2:end); 

    event_class=str2double(event_class(2:end)); 

  

    k1=1 

    for i=1:length(event_class) 

        if event_class(i)==121 

  

            

stopERP1(k1)=event_latency(i)+win_stop_ERP_both; 

            k1=k1+1 

        elseif event_class(i)==122 

            

stopERP1(k1)=event_latency(i)+win_stop_ERP_right; 

            k1=k1+1 

        elseif event_class(i)==123 

            

stopERP1(k1)=event_latency(i)+win_stop_ERP_left; 

            k1=k1+1   

        end 

    end 

            

buf_ind_vec=buffer_fix(ind_vec,win_time,win_over); 

  

            %ftiaxno ton pinaka me tis klaseis gia kathe 

parathiro 

            %stopERP1=sort(stopERP1) 

            %Gia 53,52,51 

            for kk=1:size(buf_ind_vec,2) 

                buf_vector=buf_ind_vec(:,kk); 

                if kk~=1 

                    

ev_new=event_latency(find(event_latency<=buf_vector(end)))

; 

                    

stopERP_new=stopERP1(find(stopERP1>=buf_vector(end))); 

                    if length(stopERP_new)~=0 & 

length(ev_new)~=0 

                        if (stopERP_new(1)-

ev_new(end))<700  

                            if 

(floor(stopERP_new(1)+20/100*win_time)>=buf_vector(1)) 

                                

buf_class(kk)=event_class(find(event_latency==ev_new(end))

); 

  

                            else 
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                                buf_class(kk)=56; 

                            end 

                        else 

                            buf_class(kk)=56; 

  

                        end 

                    else 

                        buf_class(kk)=56; 

  

                    end 

                else 

                    buf_class(kk)=56; 

  

                end 

            end 

            %class gia 54 

            for kk=1:size(buf_ind_vec,2) 

                buf_vector=buf_ind_vec(:,kk); 

                

ev_new_54=event_latency(find(event_class==124)); 

                

ev_new_55=event_latency(find(event_class==125)); 

                

ev_new_54=ev_new_54(find((ev_new_54)<=buf_vector(end))); % 

mikriname to parathiro ton 54 

                ev_new_55=ev_new_55(find((ev_new_55-

1000)>=buf_vector(1))); 

  

                if length(ev_new_54)~=0 & 

length(ev_new_55)~=0 

                    if (ev_new_55(1)-ev_new_54(end))<2000 

                        buf_class(kk)=74; 

                    end 

                end 

            end 

  

            ind_buf_class=1:size(buf_ind_vec,2); 

            

ind_buf_class_new=ind_buf_class(find(buf_class~=56)); 

            buf_class_new=buf_class(ind_buf_class_new); 

             

            %telikos pinakas 2 diastaseon me ola ta 

kanalia kai ta parathira 

            %(prota parathira ana kanali 

            k=1 

  

            data=[] 

            buf_class_nchan=[] 

            %data_ind=[] 

            for LL=1:nchan 
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buf=buffer_fix_data(EEG.data(LL,:),win_time,win_over); 

                

                buf_new=buf(ind_buf_class_new,:); 

  

                data=[data;buf_new]; 

                %data_ind=[data_ind;buf_ind_vec_new]; 

                

buf_class_nchan=[buf_class_nchan;buf_class_new.']; 

  

                k=k+1     

  

            end 

  

  

  

            data_class=[data,buf_class_nchan]; 

  

 

            k=1 

            %pinakas 2x2 kanalia ana parathiro 

            data1=[] 

            %data_ind_1=[] 

        for jj=1:size(buf_new,1) 

  

            for LL=1:nchan 

  

  

  

                 data1(k,:)=data((jj-1)+(LL-

1)*size(buf_new,1)+1,:); 

 

                k=k+1 

            end 

  

  

        end 

        %vector kanalia ana parathiro gia class 

        k=1 

        buf_class_nchan1=[] 

        for jj=1:size(buf_new,1) 

  

            for LL=1:nchan 

  

  

  

                 buf_class_nchan1(k)=buf_class_nchan((jj-

1)+(LL-1)*size(buf_new,1)+1); 

  

                k=k+1 

            end 
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        end 

  

        data_class1=[data1,buf_class_nchan1.']; 

  

        data_name=['imaginary_data_class_aud_sub' 

num2str(SUBS_1) '_12_band_' num2str(bands(kkk)) '_'  

num2str(bands(kkk+1)) '.csv'] 

        csvwrite(data_name,data_class1) 

         

        SUBS_1=SUBS_1+1 

    end 

end 
 

 

 

 

Π α ρ ά ρ τ η μ α  2  

Feature Selection & Classification (Script) 

 clear all 
close all 

clc; 

  

pathname='C:\Users\soad_\OneDrive\Desktop\leon077\50_per\r

eal_visual'; 

cd(pathname) 

g=dir('real_visual_sub*_fisher_50_per_band*.csv'); 

names = {g.name}.'; 

for files=1:length(names) 

clearvars -except pathname g names files accu_feat k_feat 

method_feat 

a1=readtable(names{files}); 

a2=a1(2:size(a1,1),2:size(a1,2)) 

 

fprintf('\nFEATURE SELECTION TOOLBOX v 6.2 2018 - For 

Matlab \n'); 

% Include dependencies 

addpath('C:\Users\soad_\OneDrive\Desktop\leon077\matlab\FS

Lib_v6.2.1_2018\lib'); % dependencies 

addpath('C:\Users\soad_\OneDrive\Desktop\leon077\matlab\FS

Lib_v6.2.1_2018\methods'); % FS methods 

addpath(genpath('C:\Users\soad_\OneDrive\Desktop\leon077\m

atlab\FSLib_v6.2.1_2018\lib\drtoolbox')); 

% Select a feature selection method from the list 

listFS = 

{'rfe','ILFS','relieff','mutinffs','fsv','laplacian','mcfs

','fisher','UDFS','llcfs','cfs','fsasl','dgufs','ufsol','l

asso'}; 
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%[ methodID ] = readInput( listFS ); 

%[ methodID ] = readInput( listFS ); 

  

  

X = table2array(a2(:,1:end-1)); 

  

for i=1:4 

    if i==1 

        y_pos=53 

    elseif i==2 

        y_pos=52 

    elseif i==3 

        y_pos=51 

    elseif i==4 

        y_pos=54 

    end 

    Y = table2array(a2(:,end)); 

    Y1=Y; 

    Y(Y~=y_pos)=0 

    Y(Y==y_pos)=1 

    X1=[X,Y]; 

    % Randomly partitions observations into a training set 

and a test 

    % set using stratified holdout 

    P = cvpartition(Y,'Holdout',0.20); 

    X_train = double( X(P.training,:) ); 

    Y_train = double( Y(P.training)); % labels: neg_class 

-1, pos_class +1 

  

    %%X_train = [X_train,rand(round(length(X)*0.8),4)]; 

  

    X_test = double( X(P.test,:) ); 

    Y_test = double( Y(P.test) ); % labels: neg_class -1, 

pos_class +1 

     

    X_train1 = double( X(P.training,:) ); 

    Y_train1 = double( Y1(P.training)); % labels: 

neg_class -1, pos_class +1 

  

    %%X_train = [X_train,rand(round(length(X)*0.8),4)]; 

  

    X_test1 = double( X(P.test,:) ); 

    Y_test1 = double( Y1(P.test) ); % labels: neg_class -

1, pos_class +1 

    %%X_test = [X_test,rand(round(length(X)*0.2),4)]; 

    % number of features 

    numF = size(X_train,2); 

    for method = 1:1%15 

     selection_method = listFS{method}; % Selected 
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    % feature Selection on training data 

    switch lower(selection_method) 

         

        case 'rfe' 

            %ranking = 

spider_wrapper(X_train,Y_train,numF,lower(selection_method

)); 

            [ranking,score1]=ftSel_SVMRFECBR(X,Y); 

    ranking_1(i,:,method)=ranking 

    end 

     

    %print(method) 

end 

  

for kk=1:size(ranking_1,3) 

    for i=1:61 

            

ranked(i,kk)=find(ranking_1(1,:,kk)==i)+find(ranking_1(2,:

,kk)==i)+find(ranking_1(3,:,kk)==i)+find(ranking_1(4,:,kk)

==i); 

  

    end 

    [out,idx] = sort(ranked(:,kk)) 

    idx_1(:,kk)=idx 

end 

  

for method=1:size(ranking_1,3) 

for k=1:61 

    accuracy(k)=0 

    for jj=1:10 

    indices = crossvalind('Kfold',Y1,10); 

    for i=1:10 

        test = (indices == i); 

        train = ~test; 

        mdl = 

fitcdiscr(X(train,idx_1(1:k,method)),Y1(train)); 

        %mdl = 

fitcknn(X(train,idx_1(1:k,1)),Y1(train),'NumNeighbors',1); 

        predictions = 

predict(mdl,X(test,idx_1(1:k,method))); 

        

accu_cv(i)=(sum(Y1(test)==predictions))/length(Y1(test)); 

    end 

    accuracy(k)=accuracy(k)+mean(accu_cv); 

    end 

    accuracy(k)=accuracy(k)/10; 

end 

opt_k(method)=find(accuracy==max(accuracy)) 

opt_accu(method)=max(accuracy); 

end 
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accu_feat(files)=max(opt_accu) 

k_feat(files)=opt_k(find(opt_accu==max(opt_accu))) 

method_feat(files)=find(opt_accu==max(opt_accu)) 

  

end 
 

 


