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ΠΕΡΙΛΗΨΗ 

Σκοπός της παρούσας πτυχιακής εργασίας είναι η σύγκριση διαφορετικών μεθόδων δέντρων 

παλινδρόμησης για την πρόβλεψη εξαρτημένων μεταβλητών. Για το σκοπό αυτό 

χρησιμοποιήθηκαν μελέτες περίπτωσης από σύνολα δεδομένων που εξορύχθηκαν από 

διαδικτυακές βάσεις δεδομένων. Οι μέθοδοι που εξετάζονται είναι το απλό δέντρο 

παλινδρόμησης, η μέθοδος Bagging, μια ειδική περίπτωση της Random Forest που χρησιμοποιεί 

m=p μεταβλητές, η μέθoδος Random Forest, μια μέθοδος που χρησιμοποιεί m=p/3 μεταβλητές, 

και η μέθοδος Boosting για διάφορες τιμές της παραμέτρου λ. Από την αξιολόγηση των 

αποτελεσμάτων της μελέτης περίπτωσης προέκυψε ότι η μέθοδος Boosting δίνει πιο 

ικανοποιητικά αποτελέσματα από τις προαναφερθείσες μεθόδους, ως εκ τούτου εκτιμάται ως η 

μέθοδος με τα περισσότερα πλεονεκτήματα όσον αφορά τη δημιουργία συλλογικών ταξινομητών.  
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ABSTRACT 

The purpose of this dissertation is to compare different regression tree methods for predicting 

dependent variables. Case studies from databases extracted from online databases were used for 

this purpose. The methods considered are the simple regression tree, the Bagging method, a special 

case of Random Forest using m = p variables, the Random Forest method, a method using m = p / 

3 variables, and the Boosting method for various values From the evaluation of the results of the 

case study it emerged that the Boosting method gives more satisfactory results than the 

aforementioned methods, therefore it is considered as the method with the most advantages in 

terms of creating collective classifiers. 
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Κεφάλαιο 1. Λογιστική Παλινδρόμηση  

 

1.1 Εισαγωγή 

 

Οι μέθοδοι της ανάλυσης παλινδρόμησης έχουν γίνει αναπόσπαστο στοιχείο στην Ανάλυση 

Δεδομένων όταν θέλουμε να περιγράψουμε την σχέση ανάμεσα σε μια μεταβλητή απόκρισης και 

μια ή περισσότερες επεξηγηματικές μεταβλητές. Συχνά το αποτέλεσμα μας είναι μια διακριτή 

μεταβλητή που παίρνει δυο ή περισσότερες τιμές. Οι μέθοδοι ταξινόμησης είναι οι πιο 

διαδεδομένες μέθοδοι στον κλάδο της μηχανικής μάθησης. Μερικές από τις πιο γνωστές 

εφαρμογές της ταξινόμησης είναι η εύρεση αν ένα γράμμα ηλεκτρονικού ταχυδρομείου είναι spam 

όχι ,στην ανάλυση εικόνας με το MNIST dataset και στην ανάλυση προσώπου (Murphy 

,2012).Όταν έχουμε να επιλέξουμε ανάμεσα σε δυο κλάσεις ( 2C = ) τότε το πρόβλημα ονομάζεται 

binary classification ενώ όταν 2C   τότε το πρόβλημα ονομάζεται multiclass classification. Μια 

μέθοδος αντιμετώπισης του προβλήματος είναι μέσω της προσέγγισης της συνάρτησης f  . Αν 

( )y f x= τότε μέσω της μάθησης χρησιμοποιώντας το training set προσπαθούμε να 

κατασκευάσουμε την ( )ˆŷ f x=  (με το hat symbol εννοούμε πως πρόκειται για εκτίμηση). 

Τα μοντέλα της λογιστικής παλινδρόμησης είναι μια ειδική περίπτωση των γενικευμένων 

γραμμικών μοντέλων με μόνη προϋπόθεση πως η εξαρτημένη μεταβλητή είναι διακριτή και τα 

σφάλματα δεν ακολουθούν την κανονική κατανομή όπως στην γραμμική παλινδρόμηση.  

Το μοντέλο της λογιστικής παλινδρόμησης είναι χρήσιμο γιατί προβλέπει την τιμή μιας δίτιμης 

(binary ή dichotomous) μεταβλητής χρησιμοποιώντας ανεξάρτητες μεταβλητές συνεχείς και 

κατηγορικές. Το μοντέλο της λογιστικής παλινδρόμησης αποτελεί το συχνότερο μοντέλο 

παλινδρόμησης σε τέτοιες περιπτώσεις δεδομένων.  

Έχει πολλές εφαρμογές στον κλάδο της ιατρικής για τον διαβήτη και τις παθήσεις της καρδιάς 

σύμφωνα με τα χαρακτηριστικά των ασθενών (φύλο,βάρος ,ύψος),στον κλάδο των οικονομικών 

(πιθανότητα αποπληρωμής δανείου,πτώχευσης επιχείρησης) ,στον κλάδο του μάρκετινγκ και στον 

κλάδο των χρηματοοικονομικών για την πρόβλεψη της κίνησης των τιμών για την επόμενη μέρα 

χρησιμοποιώντας δεδομένα της προηγούμενης. 
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Στις περισσότερες περιπτώσεις η εξαρτημένη μεταβλητή Υ παίρνει δυο τιμές που αντιστοιχούν σε 

δυο περιπτώσεις (επιτυχία ή αποτυχία) όπως αν ο ασθενής έχει διαβήτη ή όχι, ο δανειολήπτης θα 

αποπληρώσει το δάνειο, αν η επιχείρηση πτωχεύσει ή όχι. 

 

 

1.2  Λογιστική έναντι απλής γραμμικής παλινδρόμησης  

 

Στην απλή γραμμική παλινδρόμηση πάντα η μεταβλητή απόκρισης Y είναι ποσοτική ,όμως 

υπάρχουν πολλές περιπτώσεις που στα προβλήματα  η μεταβλητή απόκρισης Y είναι ποιοτική 

(συχνά αναφέρουμε τις ποιοτικές μεταβλητές σαν κατηγορικές) . Η πρόβλεψη της τιμής μιας 

ποιοτικής μεταβλητής ονομάζεται και διαδικασία ταξινόμησης αφού προβλέπουμε σε ποια ομάδα 

ανήκει μια παρατήρηση. Θα αναφέρουμε διάφορες μεθόδους για την πρόβλεψη των 

χαρακτηριστικών γνωστή και σαν διαδικασία ταξινόμησης. 

  

Οι μέθοδοι που χρησιμοποιούνται για ταξινόμηση των παρατηρήσεων αρχικά προβλέπουν την 

πιθανότητα κάθε παρατήρησης να ανήκει στη μία ή την άλλη ομάδα , για αυτό τον λόγο θυμίζουν 

μεθόδους παλινδρόμησης. 

 Υπάρχουν πολλές μέθοδοι διαχωρισμού , στα προβλήματα ταξινόμησης για παράδειγμα θέλουμε 

να προβλέψουμε την τιμή μίας ποιοτικής μεταβλητής με τις πιο γνωστές μεθόδους να είναι η 

Λογιστική παλινδρόμηση , η Linear Discriminant Analysis και η μέθοδος k-Nearest Neighbors. 

Η απλή γραμμική παλινδρόμηση χρησιμοποιείται για να περιγράψει και να προσεγγίσει την 

(γραμμική) σχέση ανάμεσα στις μεταβλητές εισόδου Χ και την ποσοτική μεταβλητή απόκρισης 

Υ. Στην περίπτωση όμως η μεταβλητή Υ είναι κατηγορική (Ναι/Όχι , επιτυχία/αποτυχία ) η απλή 

γραμμική παλινδρόμηση παύει να είναι χρήσιμη , για αυτό τον λόγο αναπτύχθηκε και 

χρησιμοποιείται η λογιστική παλινδρόμηση. 

Αναφέραμε πως υπάρχουν περιπτώσεις που η απλή γραμμική παλινδρόμηση δεν μπορεί να δώσει 

αποτελέσματα στην περίπτωση που η μεταβλητή Y είναι κατηγορική . Έστω πως θέλουμε να 

προβλέψουμε την κατάσταση ενός ασθενούς με πιθανές περιπτώσεις την Y. 
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0,

1,

ά A
Y

ά

 

 


= 


 

 

Με την χρήση ενός μοντέλου λογιστικής παλινδρόμησης και την εκτίμηση των συντελεστών 

0 1,   του μπορούμε να ταξινομήσουμε κάθε περίπτωση εκτιμώντας την τιμή του p̂   . Σε 

περίπτωση που ˆ 0.5y   τότε ανήκει στην κατάσταση Β ,διαφορετικά αν ˆ 0.5y   τότε ανήκει στην 

κατάσταση Α. Σε περιπτώσεις που η μεταβλητή Υ είναι διαδική (τιμές 0 ή 1) όπως στο παράδειγμα 

μας είναι εύκολο να φανεί πως η απλή γραμμική παλινδρόμηση αποτυγχάνει να δώσει 

αποτελέσματα, επίσης υπάρχουν περιπτώσεις που το αποτέλεσμα να μην ανήκει στο διάστημα 

[0,1]  πράγμα που είναι άτοπο. 

 

 

 

Εικόνα 1. Παράδειγμα  δεδομένων για την πρόβλεψη πτώχευσης δανείων ,βλέπουμε πως η απλή γραμμική παλινδρόμηση αποτυγχάνει 

να προβλέψει την πιθανότητα πτώχευσης 

 

Στο παράδειγμα της Εικόνας 1 έχουμε ένα πρόβλημα ταξινόμησης με στόχο να προβλέψουμε την 

πιθανότητα πτώχευσης (κατηγορική μεταβλητή Y) χρησιμοποιώντας σαν μεταβλητή X την 

μεταβλητή balance. Αριστερά στην Εικόνα 1 βλέπουμε την προσαρμογή ενός μοντέλου απλής 

γραμμικής παλινδρόμησης με την πιθανότητα να μην ανήκει στο [0,1]  .Είναι εύκολο να δούμε 
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πως το μοντέλο της απλής γραμμικής παλινδρόμησης είναι ακατάλληλο ,κάτι που βλέπουμε πως 

δεν ισχύει με την προσαρμογή ενός μοντέλου λογιστικής παλινδρόμησης. Ενώ βλέπουμε 

καλύτερη προσαρμογή στην Εικόνα 1 β με την sigmoid καμπύλη. 

Τα προβλήματα διαχωρισμού σε πραγματικά δεδομένα εμφανίζονται συχνότερα από τα 

προβλήματα που μπορούν να αναλυθούν με την απλή γραμμική παλινδρόμηση. Όπως για 

παράδειγμα το πρόβλημα αν ένας ασθενής είναι άρρωστος με βάση τα συμπτώματα που έχει, αν 

ένα μήνυμα ηλεκτρονικού ταχυδρομείου είναι spam ή όχι είναι προβλήματα που έχουν σαν λύση 

την εκτίμηση που ανήκουν (0 ή 1) και δεν μπορούν να λυθούν με την απλή γραμμική 

παλινδρόμηση.  

Όπως και στην περίπτωση της απλής γραμμικής παλινδρόμησης έτσι και στην περίπτωση της 

λογιστικής χρησιμοποιώντας το σύνολο ( ) ( )1 1, ,.., ,n nx y x y  των παρατηρήσεων μπορούμε να 

προσαρμόσουμε και να κατασκευάσουμε έναν ταξινομητή . Στην διαδικασία προσαρμογής ενός 

μοντέλου δεν χρησιμοποιούμε όλο το σύνολο n των παρατηρήσεων αλλά κάποιο ποσοστό τους 

μόνο. Συνήθως για την διαδικασία προσαρμογής του μοντέλου χρησιμοποιούμε το 75% των 

παρατηρήσεων και ονομάζεται training set ,το υπόλοιπο 25% των παρατηρήσεων (test set) το 

κρατάμε για να εξακριβώσουμε την ικανότητα πρόβλεψης του μοντέλου. 

Ένα βασικό ερώτημα είναι πως θα εκφραστεί η σχέση των ( ) ,p X X  . Στην περίπτωση που 

κατασκευάσουμε ένα γραμμικό μοντέλο τότε θα έχουμε  

 

( ) 0 1p X X = +  

 

Όμως όπως είδαμε στην Εικόνα 1 αυτό το μοντέλο αδυνατεί να δώσει αποτελέσματα αφού στην 

περίπτωση που η μεταβλητή Χ είναι κοντά στο 0 δίνει σαν αποτέλεσμα πιθανότητα μικρότερη του 

0, ενώ για μεγάλες τιμές της Χ η πιθανότητα είναι μεγαλύτερη της μονάδας πράγμα άτοπο. 

Για να ξεπεραστεί αυτό το πρόβλημα η επιλογή της ( )p X  πρέπει να γίνει έτσι ώστε να δίνει 

πάντα τιμές ανάμεσα σε 0 και 1. Στην περίπτωση της λογιστικής παλινδρόμησης η επιλογή είναι 

η παρακάτω. 



Σ ε λ ί δ α  | 14 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

 

( )
0 1

0 11

X

X

e
p X

e

 

 

+

+
=

+
 

 

Η ποσότητα 
( )

( )1

p X

p X−
 ονομάζεται log-odds και έχει τιμές ανάμεσα σε 0 και   . Η χρήση των 

odds είναι πιο συνηθέστερη στον κλάδο των τυχερών παιχνιδιών.  

 

Αν στην παραπάνω έκφραση της ( )p X  χρησιμοποιήσουμε λογάριθμο και από τις δύο μεριές 

έχουμε  

 

( )

( ) 0 1log
1

p X
X

p X
 

 
= +  − 

 

 

Ο παραπάνω μετασχηματισμός λέγεται logit-model και μπορεί να βρεθεί αναλογία με ένα μοντέλο 

απλής γραμμικής παλινδρόμησης ,ο συντελεστής 1  δείχνει την αλλαγή της τιμής της μεταβλητής 

Y στην περίπτωση που η τιμή της μεταβλητής Χ αυξηθεί κατά μία μονάδα. Αντίστοιχα σε ένα 

μοντέλο λογιστικής παλινδρόμησης όταν η τιμή της Χ αυξηθεί κατά μία μονάδα μπορούμε να 

βρούμε την αλλαγή της τιμής της μεταβλητής Υ   μέσω του συντελεστή 1e


 .  

Όμως η σχέση των ( )p X  και X δεν είναι γραμμική οπότε η συμπεριφορά της ( )p X  σε αύξηση 

κατά μία μονάδα της Χ δεν συμπεριφέρεται σαν την περίπτωση της απλής γραμμικής 

παλινδρόμησης.  

Αν το πρόσημο της παραμέτρου 1  είναι θετικό τότε αύξηση της X συνεπάγεται με αύξηση της 

( )p X ,ενώ αν το πρόσημο της παραμέτρου 1  είναι αρνητικό τότε αύξηση του X συνεπάγεται 
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με μείωση της ( )p X  . Ενώ όμως η σχέση των ( ) ,p X X  δεν είναι γραμμική η ποσοστιαία 

αλλαγή της τιμής της ( )p X  επηρεάζεται από την αλλαγή κατά μία μονάδα τιμής στην Χ.  

 

1.3  Παρουσίαση του μοντέλου 

 

Στο μοντέλο της λογιστικής παλινδρόμησης η τυχαία μεταβλητή Υ εκφράζει τον αριθμό των 

επιτυχιών σε n δοκιμές, με την πιθανότητα p να είναι ίδια σε κάθε ανεξάρτητη δοκιμή. Αν γίνουν  

n δοκιμές  τότε ισχύει πως : 

~ ( , )Y b n p  

Οπού με ( ),b n p  συμβολίζουμε την κατανομή Bernoulli. 

Και για την συνάρτηση πιθανότητας ισχύει πως : 

 

( )
!

( ) (1 )
! !

y n yn
f y p p

y n y

−= −
−

 

Με τις τιμές του y να είναι 0,1,2,...,y n=  και p να είναι η παράμετρος της κατανομής. 

Για την μέση τιμή και τη διασπορά ισχύει πως : 

 

( )

( ) (1 )

E y np

V y np p

=

= −
 

 

Όταν 1n =  τότε τα δεδομένα μας ονομάζονται Bernoulli. 

Το μοντέλο της λογιστικής παλινδρόμησης είναι μια περίπτωση γενικευμένου γραμμικού 

μοντέλου. Στην περίπτωση των γενικευμένων γραμμικών μοντέλων η κατανομή της Υ πρέπει να 
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ανήκει στην εκθετική οικογένεια και η συνάρτηση πυκνότητας πιθανότητας (Σ.Π.Π) στη συνεχή 

ή και τη διακριτή περίπτωση να είναι της μορφής : 

 

( )
( , , ) exp ( , )

( )

y b
f y c y

 
  

 

 −
= + 

 
 

 

Για το στήριγμα  : ( ) 0S y f y =  και πρέπει να είναι ανεξάρτητο των παραμέτρων ,  . Η 

παράμετρος θ ονομάζεται φυσική ή κανονική και η παράμετρος φ ονομάζεται παράμετρος 

κλίμακας ή μεταβλητότητας. Όταν το φ είναι γνωστό τότε μιλάμε για γραμμική εκθετική 

οικογένεια (Οικονόμου και Καρώνη , 2010). 

 

Μερικά παραδείγματα κατανομών που ανήκουν στην οικογένεια εκθετικών κατανομών (πλην της 

διωνυμικής που θα αναλύσουμε εκτενώς ) είναι  

Η κανονική ή Gaussian όπου ισχύει  

 

( )
( )

2

2

1
| , exp

22

y
f y


 



 − −
 =
 
 

 

( ) ( ) ( )
( )

2

2 2

log 2

, , , / 2, ,
2

y

a b c y




        

 
+ 

 = = = = = −  

Η κατανομή Poisson όπου ισχύει  

 

( )| ,
!

ye
f y

y


 

−

=  

( ) ( ) ( ) ( ) ( ) ( )log , 1, 1, exp , , log !a b c y y      = = = = = −  
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Και η διωνυμική που θα μας απασχολήσει όπου 

 

( ) ( )

( )

| , 1

exp ln ln 1 ln
1

n yy
n

f y p p
y

np
y n p

yp

 
− 

= − 
 

   
= + − +   

−    

 

( ) ( ) ( ) ( )ln , 1, ln 1 , , ln
1

np
a b n p c y

yp
   

  
= = = − − =   

−   
 

Για την μέση τιμή και τη διασπορά των τυχαίων μεταβλητών που ανήκουν στην εκθετική 

οικογένεια ισχύει : 

 

1) E(y) = μ = b’(θ) 

2) V(y) = α(φ) b’’(θ) 

 

 

 

Απόδειξη: Η f(y,θ,φ) είναι Σ.Π.Π οπότε είναι γνωστό πως : 

 

( )
exp ( , ) 1

( )

y b
c y dy

 


 

 −
+ = 

 
  

Αν παραγωγίσουμε την εξίσωση ως προς θ έχουμε : 
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'( ) ( )
exp ( , ) 0

( ) ( )

y b y b
c y dy

  


   

 − −
+ = 

 
  

Οπότε έχουμε μια ισότητα της μορφής : 

 

( ) ( )
exp ( , ) '( ) exp ( , )

( ) ( )

y b y b
y c y dy b c y dy

   
  

   

   − −
+ = +   

   
   

 

Και έχουμε σαν αποτέλεσμα πως : 

( ) '( )E y b =  

Αφού  

 

( )
exp ( , ) 1

( )

y b
c y dy

 


 

 −
+ = 

 
  

 

Γιατί το ολοκλήρωμα μιας Σ.Π.Π έχει σαν αποτέλεσμα την μονάδα. 

Αν παραγωγίσουμε την παραπάνω σχέση δυο φορές ως προς θ τότε : 

 

2

2

( '( ))''( ) ( ) ( )
exp ( , ) exp ( , ) 0

( ) ( ) ( ) ( )

y bb y b y b
c y dy c y dy

    
 

       

   −− −
− + + + =   

   
   

Με ( ) '( )E y b =  ,οπότε : 

2

1 ''( )
( )

( ) ( )

b
V y



   
=  
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Οπότε έχουμε σαν αποτέλεσμα πως : ( ) ( ) ''( ) ( ) ( )V y b v     = = , ( ) ''( )v b =  

 

Η ( ) ( )''b  =  ονομάζεται  συνάρτηση διασποράς ή μεταβλητότητας . 

 

Επειδή  ~ ( , )Y B n p   γνωρίζουμε πως η συνάρτηση πυκνότητας πιθανότητας για n ανεξάρτητες 

δοκιμές Bernoulli είναι : 

 

 

Με 0,1,2,...,y n=  , 0 1p   

Η συνάρτηση πυκνότητας πιθανότητας μπορεί να μετασχηματιστεί ώστε να δείξουμε πως ανήκει 

στην εκθετική οικογένεια . 

 

(1 ) exp ln (1 ) exp ln ln( )( ) ( )y n y y n yf
n n n

p p p p y p n
y

y y
y y

− −
              

− = − = + + −           
          

=
   

 

 exp ln( ) ln(1 ) ln(1 ) ln
n

y p p n p
y

    
= − − + − +   

    
 

exp ln ln(1 ) ln
1

np
y n p

yp

      
= + − +     

−      
 

Σε σύγκριση με την γενική έκφραση των κατανομών που ανήκουν στην οικογένεια εκθετικών 

κατανομών έχουμε  

ln , ( ) 1 , ( ) ln(1 ) ln(1 ), ( , )
1

p
b n p n e c y

yp

n
    

 
 = = = − =

− 
− =


+  

( ) (1 )y n y
n

f y p p
m

− 
= − 
 
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Γνωρίζουμε πως ( ) ( ) ( ), 1E y np V y np p= = −  οπότε αν υπολογίσουμε τα '( ), ''( )b b   αφού 

1
( ) ln(1 ) ln

1
b n p n

p


 
= − − =  

− 
,έχουμε  

 

'( ) ( )
1

ne
b np E y

e




 = = = =

+
 

2
''( ) (1 ) ( ) ( )

(1 )

ne
b np p V y

e




  = = − = =

+
 

Αφού αρχικά είχαμε θέσει ln
1

p

p


 
=  

− 
 

Άρα προκύπτει πως  

( ) ( )ln 1b n e = +  

( ) ( ) ( )' ln 1
1

e
E y b n e n np

e





  = = + = =

  +
 

( ) ( )
( ) ( ) ( )

( )2 2 2

1
'' ' 1

1 11 1 1

e e e e
V y b n n n np p

e ee e e

   

   
 

 
   = = = = = = − 

 + +  + + +
 

 

 

Η τυχαία μεταβλητή Υ αποτελείται κάποιες τυχαίες μεταβλητές  με ( )E Y =  και διασπορά ίση 

με 
2  , και εξαρτάται από τις συμμεταβλητές (systematic components)  1 2 3, , ,..., px x x x  που 

σχηματίζουν μια γραμμική προβλέπουσα 
1

p

j j

i

x 
=

=  (linear predictor) που σχετίζεται με την   

μέσω της link function ( ).g  

( ) 'x xg X  = =  
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Η σχέση ανάμεσα στο random και το systematic κομμάτι είναι πως ισχύει ότι  

 

 =
 

Η ( ).g  είναι 1-1 συνάρτηση οπότε  μπορούμε να την αντιστρέψουμε άρα 

( ) ( )1 'x xE y g −= =   .Η τελευταία έκφραση είναι χρήσιμη γιατί παρουσιάζει ένα μοντέλο 

μέσω της αναμενόμενης τιμής 
xy  . 

 

Η συνάρτηση σύνδεσης (link function) g(.) συνδέει το τυχαίο με το συστηματικό κομμάτι. 

Η σχέση της μ και της 'x   είναι μη γραμμική αλλά μέσω της link function γραμμικοποιείται. Το 

x  ονομάζεται συστηματικό ή μη στοχαστικό μέρος του μοντέλου αφού οι συμμεταβλητές είναι 

μη τυχαίες. 

 

Τώρα θα δώσουμε ορισμένα παραδείγματα συναρτήσεων σύνδεσης . 

• Αν η Υ ακολουθεί την κανονική κατανομή , ( )x x xg  = =   

• Αν η Υ ακολουθεί την κατανομή Poisson , ( ) ( )lnx x xg  = =   

• Αν η Υ ακολουθεί την Γάμμα , ( )
1

x x

x

g 


= =   

• Αν η Υ ακολουθεί την αντίστροφη Γκαουσιανή , ( ) 2

1
x x

x

g 


= =  

• Αν η Υ ακολουθεί την διωνυμική κατανομή , ( ) ln
1

x
x x

x

g


 


 
= =  

− 
 (συνάρτηση logit) 

Οπότε όταν  ένα γενικευμένο γραμμικό μοντέλο χρησιμοποιεί σαν link function την συνάρτηση  

logit τότε ονομάζεται μοντέλο της λογιστικής παλινδρόμησης. 
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Η συνάρτηση g(.) είναι 1-1 οπότε αντιστρέψιμη άρα ( ) ( )1 'x xE y g x −= =  .Όμως συνήθως η 

έκφραση του μοντέλου είναι πιο περίπλοκη από την 'x x =  . 

 

Στην περίπτωση της λογιστικής παλινδρόμησης ,η μεταβλητή Υ εξαρτάται από τις συμμεταβλητές 

( )1 2, ,..., px x x  ,λαμβάνοντας υπόψιν και την πιθανότητα επιτυχίας p. Πρέπει να σημειωθεί πως ένα 

τέτοιο μοντέλο υποθέτει πως μεταξύ των παρατηρήσεων υπάρχει μηδενική συσχέτιση (zero 

correlation) και ανεξαρτησία ,όμως αυτές οι υποθέσεις δεν πρέπει να θεωρόυνται δεδομένες και 

πρέπει να ελέγχονται . (McCullagh & Nelder ,1989 ) 

Οπότε πρέπει να βρεθεί μια συνάρτηση g(.) τέτοια ώστε  

 

1

( ) , 1,2,...,
p

i ij j

j

g p x i n
=

= =  

 

Η 
ip  μας δείχνει την πιθανότητα επιτυχίας άρα  0,1ip    . Για πρακτικούς λόγους 

μοντελοποιούμε την σαν μια συσωρευτική συνάρτηση πυκνότητας άρα  

 

( ) ( ) ( ), 0,

t

ip f s ds f s f s ds

+

− −

=    

 

Με ( )f s  συμβολίζουμε την  συνάρτηση  πυκνότητας πιθανότητας ,μια εναλλακτική ονομασία 

για την ( )f s  είναι και tolerance distribution (Dobson & Barnett 2008). 

Στην περίπτωση του μοντέλου της λογιστικής παλινδρόμησης η tolerance function δίνεται από τον 

τύπο  (Dobson & Barnett 2008) 
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( )
( )

( )

1 0 1

2

0 1

exp

1 exp

s
f s

s

  

 

+
=
 + +
 

 

 

Οπότε  

( )
( )
( )

0 1

0 1

exp

1 exp

x x
p f s ds

x

 

 −

+
= =

 + +
 

  

Οι ευρέως διαδεδομένες συναρτήσεις g(.) είναι  

 

• ( )1 ln
1

i
i

i

p
g p

p

 
=  

− 

 , logistic function 

• ( ) ( )1

2 i ig p p−=  , probit function 

• ( ) ( )( )3 ln ln 1i ig p p= − −  , complementary log-log function 

• ( ) ( )( )4 ln lni ig p p= − −  , log-log function 

Οπότε αν αντιστρέψουμε την συνάρτηση σύνδεσης (link function) έχουμε 

 

1

x

x
x

e
p

e




=

+
 

Επίσης παρατηρούμε πως 0 1xp   . 

Αν αντιστρέψουμε και τις υπόλοιπες συναρτήσεις σύνδεσης που αναφέραμε έχουμε  

 

• ( )2 1

2 ( )xp g  −= =   
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• ( ) ( )3 1

3 1 expxp g e 


−= = − −  

• ( ) ( )4 1

4 exp x

x xp g e
 −−= = −  

 

Όλες οι g(.) ορίζονται στο −   και είναι γνησίως αύξουσες. 

 

Τέλος  αν έχουμε ένα μοντέλο με δυο συμμεταβλητές 1 2,x x  η συνάρτηση σύνδεσης θα είναι  

 

0 1 1 2 2ln
1

p
x x

p
  

 
= + + 

− 
 

 

Συχνά ο όρος ln
1

p

p

 
 
− 

 ονομάζεται logit function και συνδέεται με τον λογάριθμο των odds 

distribution (Dobson , Barnett 2008). Ο 
1

p

p−
 λόγος της πιθανότητας επιτυχίας p  ως προς την 

πιθανότητα αποτυχίας 1 p−  ονομάζεται λόγος συμπληρωματικών πιθανοτήτων odds. Για 

παράδειγμα που ο λόγος είναι ίσος με 3 τότε η πιθανότητα επιτυχίας είναι τριπλάσια της 

πιθανότητας αποτυχίας. 

Στην γενική περίπτωση το μοντέλο έχει την μορφή  

( )

0 1 1 2 2

ln
1

...

( ) ln
1

i
i

i

T

i i k ik i

Ti
i i

i

p
Logit p

p

x x x x

p
Logit p x

p

    



 
= = 

− 

= + + + + =

 
 = = 

− 
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Η ( )log iit p  είναι η συνάρτηση σύνδεσης (link function) ,είναι η απλούστερη επιλογή αφού 

( )g  =  . Προηγουμένως αναφέραμε άλλες επιλογές για συναρτήσεις σύνδεσης.  

Τέλος σε περίπτωση που αντιστρέψουμε την συνάρτηση σύνδεσης έχουμε  

 

( )
( )

( )

( )
0 1 1 2 2

0 1 1 2 2

exp ... exp '

1 exp '1 exp ...

i i k ik

i

i i k ik

x x x X
p

Xx x x

    

   

+ + + +
= =

++ + + + +
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1.4  Υπερμεταβλητότητα γενικευμένων γραμμικών μοντέλων 

 

Το μοντέλο της λογιστικής παλινδρόμησης είναι το μοντέλο της κατηγορίας των γενικευμένων 

γραμμικών με τις μεγαλύτερες εφαρμογές σε πραγματικά δεδομένα , όμως κατά την εφαρμογή 

του εμφανίζεται το φαινόμενο της μεγαλύτερης διασποράς από την θεωρητική τιμή 

( ) ( )1i i i iV y n p p= −  . Το φαινόμενο over dispersion  δεν είναι ασυνήθιστο στη πράξη αλλά κάτι 

συνηθισμένο σε πραγματικά δεδομένα (McCullagh &  Nelder, 1989 ). 

 

Τότε τα δεδομένα μας παρουσιάζουν το φαινόμενο της υπερμεταβλητότητας ,ειδικά στην 

περίπτωση της διωνυμικής κατανομής το φαινόμενο λέγεται διωνυμική μεταβλητότητα (extra 

binomial variation). Υπερμεταβλητότητα μπορούμε να παρατηρήσουμε στα δεδομένα μας όταν η 

ελεγχοσυνάρτηση deviance(βλ. Παράγραφο 1.7) είναι μεγαλύτερη των ( )n p−  βαθμών 

ελευθερίας . O Lindsey (1999) θεώρησε κριτήριο για την ύπαρξη υπερμεταβλητότητας η 

ελεγχοσυνάρτηση deviance να είναι διπλάσια των βαθμών ελευθερίας. 

 

Μερικοί από τους λόγους που οδηγούν στην υπερμεταβλητότητα μπορεί να είναι η απουσία 

χρήσιμων επεξηγηματικών μεταβλητών ,η λάθος επιλογή της link function ,οι παρατηρήσεις 
iy  

να μην είναι ανεξάρτητες και η ύπαρξη σημείων εκτροπής (outliers). 
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1.5  Εκτίμηση των παραμέτρων  

 

Για να προσαρμόσουμε την λογιστική παλινδρόμηση στα δεδομένα μας πρέπει να βρούμε ένα 

τρόπο να εκτιμήσουμε τις άγνωστες παραμέτρους 0 1 2, , ,...., n     .Στην Γραμμική 

παλινδρόμηση η πιο συνηθισμένη μέθοδος για την εκτίμηση των παραμέτρων είναι η μέθοδος των 

ελαχίστων τετραγώνων, που διαλέγουμε τις τιμές των παραμέτρων έτσι ώστε να ελαχιστοποιείται 

το άθροισμα των τετραγώνων των αποκλίσεων . Στην περίπτωση όμως που το αποτέλεσμα μας 

είναι δυαδικό δεν είναι δυνατό να χρησιμοποιήσουμε την μέθοδο των ελαχίστων τετραγώνων. 

Έτσι στην περίπτωση των γενικευμένων γραμμικών μοντέλων η μέθοδος που θα 

χρησιμοποιήσουμε θα είναι η μέθοδος της μέγιστης πιθανοφάνειας. 

 

Η συνάρτηση πιθανοφάνειας για την διωνυμική κατανομή είναι 

( ) ( )
1

1 i ii

n
n yyi

i

i i

n
L p p

y


−

=

 
= − 

 
  

Αν υπολογίσουμε τον λογάριθμο της L(β) τότε έχουμε : 

 

( ) ( ) ( )

( )

( )

1

1

'

1

ln ln ln ln 1

ln ln ln 1
1

ln ' ln 1 i

n
i

i i i i i

i i

n
i i

i i i

i ii

n
Xi

i i i

i i

n
l L y p n y p

y

n p
y n p

py

n
y X n e

y







=

=

=

   
= = + + − −  

   

     
= + + −    

−    

   
= + − +  

   







 

Επομένως αν παραγωγίσουμε την συνάρτηση lnL(β) ως προς τα j  : 
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( ) ( )
1

' '

1 1

ln
1 , 0,1,.....,i i

j

n n
X X

i ij i ij

i i

L
y x n x e e j k

 



−

= =


= − + =


   

( )

( )

1
'

1

1

1

ˆ

i i

n
X X

i i ij

i

n

i i ij

i

i

y n e e x

py n x

 
−

=

=

 
= − +

  

= −




 

 

Οπότε οι εκτιμήτριες μέγιστης πιθανοφάνειας j θα βγαίνουν από τις εξισώσεις : 

 

( ) ( ) ( )
1 1

ˆ ˆ ˆ0, 0,1,..., ' 0
n

i

n

ii i ij i i

i

ij

i

y n x y x j Xp k y 
= =

= − = − = =  − =   

 

Οπότε λύνοντας αυτό το σύστημα των (k+1) εξισώσεων με κάποια επαναληπτική διαδικασία 

μπορούμε να βρούμε τις τιμές των εκτιμητριών ˆ
i  . 

 

 

1.6  Ερμηνεία συντελεστών 

 

Βασικότερο πλεονέκτημα της λογιστικής παλινδρόμησης απέναντι στα άλλα μοντέλα για 

διωνυμικά δεδομένα είναι πως υπάρχει η δυνατότητα για ερμηνεία των συντελεστών 
^ . 

Αν οι τιμές των παραμέτρων είναι γνωστές είναι δυνατό να βρούμε σχέση για την πιθανότητα και 

των τιμών 0 1, ,....., kx x x .  

Η πιθανότητα μπορεί να εκφραστεί ως : 

 

ˆ'

ˆ'
ˆ

1

X

X

e
p

e




=

+
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Ένας εναλλακτικός τρόπος είναι  μέσω του λόγου των συμπληρωματικών πιθανοτήτων (odds) 

 

0 1 1
ˆ ˆ ˆˆ ...'ˆ

ˆ1
kkx xXp

p
e e

   + + +
= =

−
 

Μπορούμε να δούμε πως όταν ο όρος ˆ
j  είναι θετικός τότε το 

ˆ
je


 είναι μεγαλύτερο από ένα 

,οπότε ο λόγος odds αυξάνεται όταν αυξάνεται το jx  ,ενώ σε περίπτωση που είναι αρνητικός το 

ˆ
je


 είναι μικρότερο από τη μονάδα και ο λόγος odds μειώνεται με την αύξηση του jx  .  

 

 

Αν σε ένα πείραμα τύχης έχουμε πιθανότητα επιτυχίας p τότε ισχύει πως  

 

1

p
odds

p
=

−
 

 

Για παράδειγμα όταν η πιθανότητα επιτυχίας είναι p=0.75 τότε ο odds είναι ίσος με 
0.75

3
0.25

=  . Τα 

odds είναι μεγαλύτερα της μονάδας όταν η επιτυχία είναι πιο πιθανή από την αποτυχία, για 

παράδειγμα όταν 4odds =  αυτό σημαίνει πως η κατάσταση “επιτυχία” είναι τέσσερις φορές πιο 

πιθανή από την κατάσταση “αποτυχία” αφού 
0.8

4
0.2

= .  

Μπορούμε επίσης να εκφράσουμε την πιθανότητα p με την βοήθεια των odds αφού  

 

1

odds
p

odds
=

+
 

 

 

Μπορούμε να εκφράσουμε τις παραμέτρους της παλινδρόμησης μέσω το λόγο του λόγου των 

συμπληρωματικών πιθανοτήτων δηλαδή τον Odds Ratio. 
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( )
( )

1

2

1

1

2

2

ˆ
1|ˆ1

ˆ 1|
ˆ1

p

p do ds y x

od yp

p

ds x

=−
=

=

−

 

( )
( )

( )
1

1 2

2

ˆexp '
ˆexp '

ˆexp

x
x x

x





= = −  

 

Μπορούμε να κατασκευάσουμε ένα μοντέλο με δύο συμμεταβλητές 1 2,x x  ,η 2x  είναι ποσοτική 

ενώ η 1x  είναι δείκτρια   με τιμές 0 ή 1,τότε  

 

  ( )

  ( )

1 2 2

1 2

0

0 2

2

1 2

ˆ ˆ1| 0, exp

ˆ ˆ ˆ1| 1, exp

odds y x x x

odds y x x x

 

  

= = = +

= = = + +
 

 

Παρατηρούμε πως ο λόγος Odds θα είναι ανεξάρτητος από το 2x  ,οπότε  

 

Τέλος με την βοήθεια της συνάρτησης του Wald μπορούμε να φτιάξουμε το 100(1 - α)% διάστημα 

εμπιστοσύνης για τα ˆ
j   σαν ( )

2

ˆ ˆ , 0,1,.....,aj jz se j k  =  . Αφού  

( )( )
( )1/2

1

0
ˆ

~ 0,1 , ,1, ,...,
ˆ

j j

jj

N j k

I

 

−

−
=  

Γιατί ισχύει πως ( ) ( )( ) ( )( )
1/21/2

1ˆ ˆ ˆˆ
j j

jj
se v I  −= =  . 
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Από το διάστημα εμπιστοσύνης για τα j  μπορούμε να κατασκευάσουμε ανάλογο 100(1-α)% 

διάστημα εμπιστοσύνης και για τον λόγο των Odds (Odds Ratio). 

( )( )/2exp ˆ ˆ
j a jz se   

 

1.7 Ελεγχοσυνάρτηση Deviance  

 

Ο μετασχηματισμός ln '
1

i
i

i

p
X

p


 
= 

− 

 επιβάλλει μια δομή στα δεδομένσα μας ,σε διαφορετική 

περίπτωση έχουμε ανεξάρτητες τιμές από την Διωνυμική κατανομή . 

( )~ ,i i iy b n p  

Με i i in p =  και αναγκαστικά 0i   οπότε  iy =  ,οπότε η συνεισφορά της i-οστής 

παρατήρησης στην μεγιστοποιημένη τιμή του λογάριθμου της πιθανοφάνειας υπο την SH  του 

κορεσμένου μοντέλου (έχει όσες παραμέτρους όσες παρατηρήσεις) θα είναι  

 

( ) ( )ln ln ln 1i

iS i i i i i

i

n
l y p n y p

y

 
= + + − − 

 
 

Και η συμβολή της i-οστης παρατήρησης στη μεγιστοποιημένη τιμή του λογάριθμου της 

πιθανοφάνειας υπό  την 0H  του μοντέλου είναι  

 

( ) ( )0
ˆl n 1 ˆn l lni

i i i i i i

i

n
l y p n y p

y

 
= + + − − 

 
 

Αν υπολογίσουμε την διαφορά 0iS il l−  τότε έχουμε  
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( ) ( ) ( ) ( )

( )

( )

0 ln ln ln 1 ln 1

1
ln ln

1

ln ln

ˆ ˆ

ˆ ˆ

ˆ ˆ

iS i i i i i i i i

i i
i i i

i i

i i i
i i i

i i i

l l y p p n y p p

p p
y n y

p p

n
y n y

y n y

 

 − = − + − − − −
 

   −
= + −   

−   

   −
= + −   

−   

 

Με ,
ˆ

ˆi i
i i

i i

y
p p

n n


= = . 

Ορίζουμε την τυποποιημένη ελεγχοσυνάρτηση Deviance ως  

( )

( )

( )

~

0

1

2

ln ln

2

ˆˆ

ˆ ˆ

ˆ

S

i i i
i i i

i i i

n

i

i

D l l

n
y n y

y n y

d



 


=

 
= − − 

 

   −
= + −   

−   

= 

 

 

Η χρησιμότητα της ελεγχοσυνάρτησης Deviance είναι πως βοηθάει στη σύγκριση και την 

ανάπτυξη μοντέλων. 

Τώρα θα αποδείξουμε πως η ελεγχοσυνάρτηση Deviance είναι η παρακάτω  

 

( ) ( ) ( )
1

2 ln 1ˆ ˆ ˆ ˆ
n

i i i

i

D Logit   
=

 = − + −
   

 

Απόδειξη : Η συνάρτηση πιθανοφάνειας για n δυαδικές παρατηρήσεις είναι  

( )
1

1

1
i

i

n
y

y

i i

i

L p p
−

=

= −  

Με ( )i i iE y p = =  ,οπότε η λογαριθμοποιημένη πιθανοφάνεια είναι  
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( ) ( ) ( )
1

ln ln 1 ln 1
n

i i i i

i

l L y y 
=

 = = + − −
   

Εκτιμώντας το πλήρες ή και το κορεσμένο μοντέλο ισχύει i iy =  ,αφού οι όροι κάνουν μηδέν 

( ) ( )ln , 1 ln 1i i i iy y y y− −  για τις δύο δυνατές τιμές των y 0 και 1 υποχρεωτικά θα έχουμε 0Sl =  

. Άρα η ελεγχοσυνάρτηση Deviance για δυαδικές παρατηρήσεις θα είναι (εξίσωση 1) 

( ) ( ) ( ) ( )

( ) ( )

1

1

2 ln 1 ln 1

2 ln ln 1 1

ˆ ˆ

ˆ
ˆ

ˆ1

n

i i i i

i

n
i

i i

i i

D y y

y

  






=

=

 = − + − −
 

  
= − + −  

−  




 

 

Στην περίπτωση μας γνωρίζουμε πως ln ln '
1 1

i
i

i

p
x

p










   
= =   

− −   

 επίσης 

( ) ( ) ( )'
ln 1 ln 1 ln 1 ix

ip e


− = − = − +  ,οπότε αν αντικαταστήσουμε στην συνάρτηση ( )ln L  

έχουμε  

( ) ( ) ( ) ( )

( )

( )

1

1

'

1

n

ˆ

ln ln 1 ln 1

ln ln 1
1

' 1

ˆ
ˆ

l i

n

i i i i

i

n
i

i i

i i

n
x

i i

i

l L y y

y

y x e


 








=

=

=

 = = + − −
 

  
= + −  

−  

 = − − +
 







 

Αν παραγωγίσουμε την συνάρτηση ln(L) ως προς τα j  έχουμε  

( ) ( ) ( ) ( )
1 1 1 1 1 1

' ln
1

p pn n n n
i

j i i ij i i j ij i i i i i

j i i j i ij i

l
y x y x y x y


      

 = = = = = =

 
= − = − = − = −  

 − 
       
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Επίσης ισχύει πως 

'

'
1

i

i

x

i i x

e
p

e




 = =

+
 . Η ̂  είναι η εκτιμήτρια μέγιστης πιθανοφάνειας της β 

και η παράγωγος 
j

l






 μηδενίζεται στο ̂  και οι προσαρμοσμένες πιθανότητες αναγκαστικά 

πρέπει 

( ) ( )
1

0ˆ ˆ
n

i i i

i

y Logit 
=

− =  

Οπότε επίσης πρέπει να ισχύει  

( ) ( )
1 1

ˆ ˆ ˆ
n n

i i i i

i i

y Logit Logit  
= =

=   

Αν κάνουμε την αντικατάσταση της ( )
1

ˆ
n

i i

i

y Logit 
=

  στην εξίσωση (1) που είναι η έκφραση της 

( )ˆD   φτάνουμε στην τελική μορφή της ελεγχοσυνάρτησης Deviance ,οπότε θα έχουμε  

( ) ( ) ( )
1

2 log l 1ˆ ˆ nˆ ˆ
n

i i i

i

D it   
=

 = − + −
   

Η συγκεκριμένη ελεγχοσυνάρτηση όμως εξαρτάται μόνο από τις προσαρμοσμένες τιμές ˆ
i  και 

όχι από τις παρατηρήσεις iy  .Άρα δεν μπορεί να θεωρηθεί καλός δείκτης προσαρμογής του 

μοντέλου . Στην περίπτωση που τα δεδομένα μας είναι δυαδικά ( 1in = ) έχει αποδειχθεί πως η 

Deviance δεν ακολουθεί την κατανομή ούτε 2  προσεγγιστικά ,οι μεταβολές της Deviance όμως 

ακολουθούν την κατανομή 2  . 

 

Έλεγχοι καλής προσαρμογής 

Στην περίπτωση της παλινδρόμησης υπάρχουν οι έλεγχοι καλής προσαρμογής που θα αναφέρουμε 
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• Pearson 

Για να μελετήσουμε την καταλληλόλητα του μοντέλου εκτός από την ελεγχοσυνάρτηση 

Deviance υπάρχει και η ελεγχοσυνάρτηση Pearson που είναι η ακόλουθη 

( )
( )

2

2

1

ˆ

ˆ ˆ1

n
i i i

i i i i

y n p
X

n p p=

−
=

−
  

 

Η ελεγχοσυνάρτηση Deviance και η ελεγχοσυνάρτηση Pearson ασυμπωτικά είναι ισοδύναμες 

καθώς και οι δυο ακολουθούν την κατανομή 2  . Υπάρχει διαφορά στις τιμές τους όχι όμως 

σε τέτοιο βαθμό που να οδηγούν σε διαφορετικά συμπεράσματα. Σε περίπτωση που οι 

διαφορές τους είναι μεγάλες μπορεί να σημαίνει πως  κάποια από τις δυο ελεγχοσυναρτήσεις 

η προσέγγιση της 2  δεν έχει καλά αποτελέσματα. 

Η χρησιμότητα της ελεγχοσυνάρτησης Deviance είναι πως μπορεί να χρησιμοποιηθεί για την 

σύγκριση δυο εμφωλευμένων μοντέλων ,από την διαφορά των τιμων της Deviance μπορούμε 

να ελέγξουμε αν οι επιπρόσθετοι όροι είναι χρήσιμοι, ενώ η ελεγχοσυνάρτηση  Pearson δεν 

έχει τέτοια χρήση. 

Στην περίπτωση μας όμως που κάθε παρατήρηση είναι 0, 1y y= =  με 1in =  οι 

ελεγχοσυναρτήσεις Deviance και Pearson δεν έχουν κάποια χρησιμότητα . Οπότε 

χρησιμοποιούμε τον έλεγχο των  Hosmer – Lemeshow. 

 

 

• Hosmer – Lemeshow 

    Ο έλεγχος Hosmer – Lemeshow (1980) που μπορεί να εφαρμοστεί σε μη ομαδοποιημένα 

δυαδική δεδομένα. Αρχικά οι παρατηρήσεις διατάσσονται κατά αύξουσα σειρά σύμφωνα με την 

τιμή της εκτιμημένης πιθανότητας ˆ
ip  και χωρίζονται σε ομάδες του ίδιου περίπου αριθμού.  

Αν στην i-οστή από τις g ομάδες έχουμε im  παρατηρήσεις , ο συνολικός αριθμός επιτυχιών είναι 
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io  ,ο αντίστοιχος αναμενόμενος αριθμός επιτυχιών είναι ie  .Μπορούμε να υπολογίσουμε τις 

συχνότητες ,i io e  από το άθροισμα των ˆ,j jy   παρατηρήσεων της ομάδας i. 

 

Η ελεγχοσυνάρτηση Hosmer – Lemeshow είναι η  

( )
( )( )

2

2

1

ˆ
ˆ

ˆ
,

1ˆ

g
i i i i

HL i

i ii i i

o m e
X

mm




 =

−
= =

−
  

Με ˆ
i  συμβολίζουμε την μέση πιθανότητα επιτυχίας της i-οστής ομάδας. Έχει αποδειχθεί πως ο 

έλεγχος Hosmer -Lemeshow προσεγγιστικά ακολουθεί την 2

( 2)g −
 .  Όμως η ελεγχοσυνάρτηση δεν 

έχει μεγάλη χρήση γιατί η τιμή της επηρεάζεται από τον χωρισμό των παρατηρήσεων σε ομάδες 

και τον αριθμό τους σε αυτές . Έτσι είναι ένα ανεπίσημο μέτρο για να δούμε την προσαρμογή του 

μοντέλου. 

• Υπόλοιπα Pearson 

Η λογιστική παλινδρόμηση επειδή ανήκει στην κατηγορία των γενικευμένων γραμμικών 

μοντέλων τα υπόλοιπα ορίζονται όπως στην γενική περίπτωση. Αφού ( ) ( )ˆ ˆ ˆ1i i ii pn p  = −  

τότε ο τύπος που μας δίνει το υπόλοιπο Pearson είναι ο  

 

( )
, 1,2,..

ˆ
..

1

ˆ

ˆ

P i i i
i

i i i

y n p
r i n

n p p

−
= =

−
 

Και τα τυποποιημένα υπόλοιπα δίνονται από τον τύπο  

( )( ) 11 ˆˆ 1

ˆ

ˆˆ

P
PS i i i i

i

iii i i ii

y n p r
r

hn p p h

−
= =

−− −
 

Αν με ĥ
ii

 συμβολίζουμε τα διαγώνια στοιχεία του (NxN) πίνακα  
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( )
11/2 1/2ˆ ˆ ˆ' ˆ'H w w w
−

=      

Με   συμβολίζουμε τον πίνακα σχεδιασμού ,με ŵ  τον ( )n n  διαγώνιο πίνακα που έχει 

κάθε στοιχείο το ( )1ˆ ˆ
i i in p p−  ,είναι η εκτίμηση διασποράς της απόκρισης iy  . Τέλος ισχύει 

πως ( ) ( )0 , 1PS PSE r V r
i i

   όμως οι κατανομές των υπολοίπων δεν έχουν καλή προσέγγιση 

από την Κανονική κατανομή. 

 

• Υπόλοιπο Deviance 

Έχουμε δείξει πως για το υπόλοιπο Deviance ισχύει πως  

 

( ) ( ) ( )
1

ˆˆ ˆ, ,
n

i i i

i

D y D d y  
=

= =  

 

Που αποτελεί την προσαρμοσμένη τετραγωνική ρίζα της συμβολής της i-οστης παρατήρησης 

σε αυτή 

 

Για τα υπόλοιπα Deviance και τα τυποποιημένα υπόλοιπα Deviance ισχύει  

( )
1/2

ˆ ˆ
2 ln 2 lnD i i i

i i i i

i i i

y n y
r y n y

n 

    − 
=  + −    

−     
 

Το αν το πρόσημο είναι θετικό ή αρνητικό εξαρτάται από το πρόσημο της παράστασης  

( )sgn ˆ
i iy − ,επίσης για τα τυποποιημένα υπόλοιπα Deviance ισχύει πως  

1 ˆ

D
DS i

i

r
r

h
ii

=

−
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• Υπόλοιπα πιθανοφάνειας  

Ορίζουμε τα υπόλοιπα πιθανοφάνειας με την βοήθεια των υπολοίπων Pearson και Deviance  

ως 

( ) ( )( )
2

2

1 , 1,2,...,ˆ ˆL DS

i i

PSr h r h r i n
ii i ii

=  + − =  

Πάλι το πρόσημο εξαρτάται από την τιμή της παράστασης ( )sgn ˆ
i iy −  . 
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1.8 Επιρροή 

 

Στον κλάδο της ανάλυσης δεδομένων και της μηχανικής μάθησης πάντα εργαζόμαστε με ένα 

σύνολο δεδομένων και όχι με συγκεκριμένες παρατηρήσεις, η προσαρμογή του μοντέλου είναι 

θέμα όλου του δείγματος και όχι συγκεκριμένων παρατηρήσεων. 

Ορισμένες φορές όμως υπάρχουν παρατηρήσεις που έχουν μεγαλύτερο βάρος σε ένα σύνολο 

δεδομένων, έτσι έχουν μεγαλύτερη επιρροή στο τελικό μοντέλο της παλινδρόμησης που 

καταλήγουμε. Επίσης δεν μπορούμε να αγνοήσουμε αυτές τις τιμές γιατί θα αλλάξει και το τελικό 

συμπέρασμά μας. 

Τέτοιες παρατηρήσεις ονομάζονται σημεία επιρροής (influential observations) .Η εύρεση των 

σημείων επιρροής είναι αναγκαία για την σωστή ανάλυση ενός προβλήματος .  Η εύρεση των 

σημείων επιρροής μπορεί να γίνει με την γραφική παράσταση των υπολοίπων πιθανοφάνειας ˆ
iih  

,με τα γραφήματα δείκτη των υπολοίπων πιθανοφάνειας και με την απόσταση του Cook. 

Η απόσταση του Cook είναι μια μέθοδος που μας εξηγεί πόσο θα αλλάξουν οι παράμετροι του 

μοντέλου μας με την αφαίρεση μίας συγκεκριμένης παρατήρησης. Η απόσταση του Cook μας 

δείχνει ποια θα είναι η επίδραση της αφαίρεσης του σημείου από το δείγμα στην προσαρμογή του 

μοντέλου , το ίδιο μπορεί να γίνει για να εξετάσουμε την προσαρμογή του μοντέλου στην 

περίπτωση απουσίας ενός συνόλου παρατηρήσεων και όχι στην απουσία μιας μεμονωμένης 

παρατήρησης.  

Η στατιστική συνάρτηση του Cook είναι το χρησιμότερο μέτρο για την εύρεση των σημείων 

επιρροής ,μας δείχνει πόσο θα επηρεαστεί η προσαρμογή του μοντέλου με την αφαίρεση μιας 

συγκεκριμένης παρατήρησης και δίνεται από τον τύπο  

 

( )( ) ( ) ( )( ) 2ˆ ˆ ˆ ˆ1
' , 1, ,.ˆ ..i i i

CD I i n
p

    = − − =  

Όπου με ˆ
i   συμβολίζουμε τις εκτιμήσεις των παραμέτρων του μοντέλου μας αν αφαιρέσουμε 

την i-οστη παρατήρηση ,ενώ με ̂  συμβολίζουμε την εκτίμηση στο μοντέλο με όλες τις 
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παρατηρήσεις. Για την ποσότητα ( )ˆI   ισχύει ( ) 'ˆI X WX =  που είναι η πληροφορία κατά 

Fisher και ( ) ( )1ˆ ˆV̂  −=   . 

 

 Ένας άλλος τρόπος για να εκφράσουμε την συνάρτηση του Cook είναι ο  

( )

( )

2ˆ

1 ˆ

PS

ii i

i

ii

h r
CD

p h
=

−
 

Για το p ισχύει πως p=k+1 ,με k να είναι ο αριθμός των επεξηγηματικών μεταβλητών. 

 

Τέλος θα αναφέρουμε και την τροποποιημένη συνάρτηση του Cook που είναι η  

( )

( )
1

ˆ

ˆ
, , 2,....,

1

iiL

i i

ii

n p h
C r i n

p h

−
= =

−
 

 

Η παραπάνω συνάρτηση 
iC  παρουσιάζει πλεονεκτήματα έναντι της κλασικής Cook στην εύρεση 

των σημείων επιρροής. 

Η 
iC  χρησιμοποιείται και στην περίπτωση του γενικού γραμμικού μοντέλου. 

 

Επίσης μπορούμε να ορίσουμε την επιρροή της i-οστής παρατήρησης στον συντελεστή 
j  . Για 

την μεταβολή της τιμής του συντελεστή 
j  αφαιρώντας την i-παρατήρηση ορίζουμε τον τύπο 

( ) ( )

( ) ( )

1

1
.

ˆ ˆ'
, 1,.. , , 0,1,...,

1

ˆ
ˆ ˆ

i i ij

j

i

i

i j

X wX x y
i n j k

h se






−

+


−
= = =

−
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Με ( )ˆ
jse   συμβολίζουμε το τυπικό σφάλμα της 

j  ,με ( )
1

1
' ˆ

j
X wX

−

+
 την γραμμή (j+1) του πίνακα 

διασποράς συνδιασποράς των παραμέτρων  και 
ix  είναι το διάνυσμα των τιμών των μεταβλητών 

της i-παρατήρησης . Η συνάρτηση ˆ
ji   έχει την ονομασία delta-beta function . Μεγάλες τιμές 

της ˆ
ji   μας δείχνουν ποιες παρατηρήσεις επηρεάζουν τους συντελεστές 

j  .Η παραπάνω 

στατιστική συνάρτηση είναι στην πραγματικότητα ίση με την Cook’s distance (Kutner et al. 2005). 

Στην περίπτωση του γενικού γραμμικού μοντέλου ανάλογα μέτρα είναι οι συναρτήσεις 

,ji iDFBETAS DFFITS  Belsley et al (1980). Οι παραπάνω μέθοδοι συνδυάζονται με ένα γράφημα 

δεικτών για μία συγκεκριμένη μεταβλητή. 

 

1.9 Κριτήρια AIC,BIC 

 

Ένα συνηθισμένο πρόβλημα στα γραμμικά μοντέλα είναι η επιλογή των επεξηγηματικών 

μεταβλητών που τελικά θα χρησιμοποιηθούν. Όταν έχουμε στη διάθεσή μας πολλές 

επεξηγηματικές μεταβλητές δεν είναι δεδομένο πως στο τέλος θα χρησιμοποιηθούν όλες ,γιατί το 

μοντέλο μας ενώ πρέπει να έχει ικανότητα πρόβλεψης αλλά πρέπει να είναι και το πιο φειδωλό 

(parsimonious). 

Στην περίπτωση που έχουμε p επεξηγηματικές μεταβλητές ,τότε υπάρχουν 2 p  πιθανές 

περιπτώσεις γραμμικών μοντέλων και τα οποία μπορούμε να συγκρίνουμε με την βοήθεια των 

δυο κριτηρίων. 

 

Το κριτήριο AIC είναι ένα κριτήριο επιλογής του καλύτερου δυνατού μοντέλου με τον μικρότερο 

δυνατό αριθμό παραμέτρων . Το ένα μέρος του AIC είναι θετικό για τα μοντέλα που είναι καλά 

στην πρόβλεψη ενώ το άλλο μέλος δίνει μια “ποινή ” όταν το μοντέλο χρησιμοποιεί πολλές 

επεξηγηματικές ματαβλητές , μπορούμε να πούμε πως το ένα μέρος ανταμείβει το μοντέλο με 

καλή προβλεπτική ικανότητα και το άλλο τιμωρεί το μοντέλο που χρησιμοποιεί αρκετές 

επεξηγηματικές μεταβλητές. 
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 Ορίζεται ως  

2 2lnAIC d L= −  

 

Με d συμβολίζουμε τον αριθμό των παραμέτρων και με L την μεγιστοποιημένη τιμή της 

συνάρτησης πιθανοφάνειας για το μοντέλο μας . (Akaike ,1974) 

Σύμφωνα με το κριτήριο AIC το καλύτερο μοντέλο είναι το μοντέλο με την μικρότερη τιμή AIC. 

Η πρόσθεση παραμέτρων στο μοντέλο βελτιώνει την προσαρμογή του μοντέλου ανεξάρτητα αν 

αυτές είναι στατιστικά σημαντικές αφού ο δεύτερος όρος ln L  αυξάνεται και η τιμή του AIC 

μειώνεται. Όμως ο πρώτος όρος μεγαλώνει. Σαν αποτέλεσμα η πρόσθεση μεταβλητών μειώνει 

την τιμή AIC μόνο αν αυτές βοηθούν έτσι ώστε να υπερβαίνει την αύξηση από τον όρο 2d   .  

 

 

Το Κριτήριο BIC (Bayesian information criterion)  (Schwarz 1978) είναι ένα κριτήριο για την 

επιλογή του βέλτιστου μοντέλου όπως και το AIC,όμως η χρήση του είναι συχνότερη στη 

Μπευζιανή στατιστική. Μοιάζει αρκετά με το AIC όμως δίνει μεγαλύτερη “ποινή” στα μοντέλα 

με περισσότερες επεξηγηματικές μεταβλητές όταν το μέγεθος του δείγματος είναι μεγαλύτερο από 

7.4( 2 7.4n e  ) (Ntzoufras 2009) ,άρα κριτήριο BIC αποθαρρύνει την εισαγωγή πρόσθετων 

παραμέτρων.  

Ορίζουμε το BIC ως  

 

ln 2lnBIC d n L= −  

Τώρα στην περίπτωση των γενικευμένων γραμμικών μοντέλων  
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Με p συμβολίζουμε τον αριθμό των παραμέτρων και με n τον αριθμό των παρατηρήσεων. 

 

1.10 Διαδικασία επιλογής μοντέλου με βήματα 

 

Στην αξιολόγηση των αριθμών ενός μοντέλου είναι σημαντική η επιλογή του αριθμού των 

παραμέτρων που πρέπει να χρησιμοποιήσουμε .Σε περιπτώσεις που ο αριθμός p των μεταβλητών 

είναι μικρός (όπως p=2,3,4) αυτή η διαδικασία μπορεί να γίνει εύκολα. Όταν όμως ο αριθμός p 

αυξάνεται (για παράδειγμα p=10,20,30) αυτή η διαδικασία είναι αδύνατο να γίνει εύκολα αφού 

όπως έχουμε αναφέρει για p μεταβλητές αντιστοιχούν 2 p  πιθανοί συνδυασμοί μοντέλων. Τα 

κριτήρια που χρησιμοποιούνται είναι ο αριθμός 
pC  , τα κριτήρια AIC,BIC που έχουμε αναφέρει 

και ο συντελεστής adjusted 2R  . 

Όπως αναφέραμε όσο ο αριθμός των μεταβλητών p αυξάνεται τόσο περισσότεροι είναι οι πιθανοί 

συνδυασμοί οπότε γίνεται αδύνατο αυτό να γίνει χωρίς την χρήση κάποιου υπολογιστικού 

πακέτου. Για παράδειγμα όταν ο αριθμός των μεταβλητών είναι p=3 έχουμε 8 πιθανές περιπτώσεις 

( 32 ) ,αν όμως ο αριθμός των μεταβλητών γίνει 10 (p=10) τότε υπάρχουν 102  πιθανές περιπτώσεις 

μοντέλων. 

Θα αναφέρουμε κάποιες μεθόδους για την επιλογή του βέλτιστου αριθμού μεταβλητών που θα 

πρέπει να χρησιμοποιηθούν σε ένα μοντέλο. Αυτές οι μέθοδοι είναι οι Subset selection,η Forward 

stepwise selection και η Backward stepwise selection. Όπως αναφέραμε στη παράγραφο για να 

κριτήρια AIC και BIC όταν ο αριθμός των επεξηγηματικών μεταβλητών είναι μεγάλος είναι 

δύσκολο να εξετάσουμε τους 2 p  πιθανούς συνδυασμούς . Έχουν γίνει ορισμένες προτάσεις για 

την επιλογή του βέλτιστου μοντέλου ,όπως η μέθοδος απαλοιφής προς τα πίσω (Backward 

elimination) που ξεκινάει να εξετάζει το μοντέλο με όλες τις μεταβλητές και με διαδοχικές 
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αφαιρέσεις των μεταβλητών ελέγχει τις τιμές του AIC για κάθε περίπτωση και δείχνει ποιες 

μεταβλητές είναι λιγότερο σημαντικές σύμφωνα με το κριτήριο. Στην περίπτωση της επιλογής 

προς τα μπρος (Forward selection) αρχίζουμε την διαδικασία με το μοντέλο που περιέχει μόνο τον 

σταθερό όρο και με πρόσθεση μεταβλητών βλέπουμε κάθε φορά αν η πρόσθεση συνεισφέρει στο 

μοντέλο με την βοήθεια του κριτηρίου AIC. Μοναδικό αρνητικό σημείο των stepwise μεθόδων 

είναι τα αποτελέσματα τους όταν οι επεξηγηματικές μεταβλητές είναι πολυσυγγραμμικές (έχουν 

μεγάλη συσχέτιση μεταξύ τους). 

Η διαδικασία subset selection επιλέγει το βέλτιστο μοντέλο ανάμεσα σε 2 p  πιθανές περιπτώσεις 

όταν έχουμε να επιλέξουμε ανάμεσα σε p μεταβλητές. 

Subset stepwise 

Ο αλγόριθμος είναι ο παρακάτω 

1. Έστω 0M  το άδειο μοντέλο χωρίς καμία μεταβλητή. 

2. Για 0,1,2,..,k p=  έχουμε 

Ελέγχουμε τα 
p

k

 
 
 

 τα μοντέλα που χρησιμοποιούν k μεταβλητές  

Διαλέξουμε το καλύτερο από τα 
p

k

 
 
 

 μοντέλα και το καλούμε kM  . 

3. Για να επιλέξουμε το καλύτερο μοντέλο από τα 0 1, ,.., kM M M  ελέγχουμε τις τιμές 

AIC,BIC . 

 

   Όμως η μέθοδος stepwise selection έχει πρόβλημα στην υπολογιστική πολυπλοκότητα όταν ο 

αριθμός των παραμέτρων p είναι μεγάλος. 

 

Η διαδικασία της διαδοχικής πρόσθεσης (Forward stepwise selection) από υπολογιστική άποψη 

είναι προτιμότερη από την Subset selection. Η Forward stepwise ξεκινάει από ένα μοντέλο χωρίς 

μεταβλητές που περιέχει μόνο τον σταθερό όρο  και μετά από κάθε βήμα αρχίζει να προσθέτει 

μεταβλητές τις p στο μοντέλο μας. Η διαδικασία της διαδοχικής πρόσθεσης είναι ένας άπληστος 
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αλγόριθμος αφού προσθέτει μεταβλητές που στο τέλος της διαδικασίας μπορεί να φανούν 

περιττές. 

Θα περιγράψουμε τον αλγόριθμο για την διαδικασία Forward stepwise. 

1) Έστω 0M  το μοντέλο χωρίς καθόλου μεταβλητές. 

2) Για 0,1,..., 1k p= −  . 

Υπολογίζουμε τα (p-k) μοντέλα και βρίσκουμε το καλύτερο ονομάζοντας το 1kM +  .  

3) Από τα 
0 ,.., pM   μοντέλα επιλέγουμε το καλύτερο δυνατό χρησιμοποιώντας τις τιμές 

AIC,BIC. 

 

Η διαδικασία της διαδοχικής αφαίρεσης (Backward stepwise selection) είναι και αυτή μια 

εναλλακτικής της Best subset.Ξεκινάει με όλες τις διαθέσιμες μεταβλητές p στον αριθμό και 

διαδοχικά αφαιρεί την λιγότερο σημαντική μεταβλητή. Το πλεονέκτημα είναι πως η μέθοδος 

αναζητεί το βέλτιστο μοντέλο ανάμεσα σε 
( )1

1
2

p p +
+  πιθανές περιπτώσεις, έτσι έχει εφαρμογή 

όταν ο αριθμός p είναι μεγάλος με μόνη απαίτηση ο αριθμός p να είναι μεγαλύτερος από τον 

αριθμό n  παρατηρήσεων του δείγματος. 

Ο αλγόριθμος για την διαδικασία διαδοχικής αφαίρεσης είναι ο παρακάτω. 

 

1) Έστω 
p  το πλήρες μοντέλο.  

2) Για , 1,...,1k p p= −  . 

Αν kM  τα k μοντέλα για τις (k-1) μεταβλητές βρίσκουμε το καλύτερο μοντέλο 1kM −  

3) Διαλέγουμε το καλύτερο από τα 
0 ,..., pM M  χρησιμοποιώντας για κριτήρια τις τιμές των 

AIC,BIC. 



Σ ε λ ί δ α  | 46 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

 

Εικόνα 2.Παράδειγμα για την επιλογή του αριθμού των μεταβλητών που θα χρησιμοποιηθούν ελέγχοντας τις τιμές του  RSS και του 

συντελεστή προσδιορισμού. 

 

1.11  Συντελεστής προσδιορισμού  

 

Στην περίπτωση του απλού γραμμικού μοντέλου ο συντελεστής προσδιορισμού (coefficient 

of determination) 2R  εκφράζει το ποσοστό της διασποράς  της Y που εξηγείται από τον X . 

Όσο μεγαλύτερες τιμές παίρνει ο συντελεστής προσδιορισμού τόσο καλύτερη είναι η 

προβλεπτική ικανότητα του μοντέλου. Οι δυνατές τιμές  είναι 20 1R   και να δίνεται από 

τον τύπο   
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( )

2
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2

1

ˆ
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y y
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= = = −
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
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Στην περίπτωση των γενικευμένων γραμμικών μοντέλων η χρήση του συντελεστή δεν δίνει 

ικανοποιητικά αποτελέσματα διότι ο δείκτης βασίζεται σε αθροίσματα τετραγώνων της 

εξαρτημένης μεταβλητής οπότε ενδέχεται η χρήση του να μην έχει νόημα στην περίπτωση των 

γενικευμένων γραμμικών μοντέλων (Καρώνη Οικονόμου 2010) .Όμως θα αναφέρουμε 
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κάποιες παραλλαγές του 2R  . Οι Mittlbock και Schemper (1996) μελέτησαν δώδεκα 

διαφορετικές περιπτώσεις και ο Menard (2000) άλλες επτά. Οι μέθοδοι όμως με την 

μεγαλύτερη χρήση στον κλάδο της ανάλυσης δεδομένων είναι ο ψευδοσυντελεστής του 

McFadden (1974) και των Cox Snell (1989) 

 

• Ψευδοσυντελεστής του McFadden 

      Ορίζουμε σαν ψευδοσυντελεστή (pseudo) 2R  του McFadden (1974) 

( )
2

0

ˆ

ˆ
1L

l
R

l


= −  

Με ( )ˆl   συμβολίζουμε την μεγιστοποιημένη λογαριθμοποιημένη πιθανοφάνεια και με 

0l̂ την μέγιστη τιμή του λογαρίθμου του μοντέλου που έχει μόνο τον σταθερό όρο. 

 

• Ο ψευδοσυντελεστής 2

DR  που βασίζεται στα υπόλοιπα deviance  
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• Ψευδοσυντελεστής του Maddala και Cox Snell 

Ορίζουμε σαν ψευδό - 2

MR  τον  

2/

2 0

1
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• Διορθωμένος συντελεστής του Nagelkerke 

 

Ο Nagelkerke για την περίπτωση των διακριτών μοντέλων πρότεινε τον διορθωμένο     

συντελεστή  

 

2
2

2max

M
N

M

R
R

R
=  

Αυτό συμβαίνει γιατί στα διακριτά μοντέλα 
0 1 1ˆ ˆL L   οπότε ο 2

MR  θα είναι μικρότερος της 

μονάδας. Τότε θα ισχύει 2 2/

0max 1 ˆ n

MR L= −  .Και για αυτό το λόγο ο Nagelkerke όρισε τον 

διορθωμένο συντελεστή.   

 

Υπάρχουν πολλές προτάσεις για παραλλαγές του 2R  προσαρμοσμένα στην περίπτωση των 

γενικευμένων γραμμικών μοντέλων όμως δεν έχουν παρουσιαστεί ικανοποιητικά 

αποτελέσματα. 

 Στην περίπτωση της λογιστικής παλινδρόμησης και ειδικότερα στην περίπτωση των δυαδικών 

παρατηρήσεων παρουσιάζουν χαμηλές τιμές (σε αντίθεση με την περίπτωση της γραμμικής 

παλινδρόμησης) ενώ άλλοι δείκτες δείχνουν καλή προσαρμογή του μοντέλου. Οι χαμηλές 

τιμές του συντελεστή 2R δικαιολογούνται από το γεγονός πως ένα μοντέλο λογιστικής 

παλινδρόμησης εξηγεί ή προβλέπει την πιθανότητα επιτυχίας p (y=1  αν ˆ 0.5p   και y=0 αν 

ˆ 0.5p    ) και όχι τις ατομικές . Άρα ένα μεγάλο μέρος της συνολικής μεταβλητότητας δεν 

μπορεί να εξηγηθεί και ο 2R  παίρνει χαμηλή τιμή οπότε δεν μπορεί να θεωρηθεί ένα καλό 

μέτρο. Παρόμοια ζητήματα παρατηρούνται και στην περίπτωση της γραμμικής 

παλινδρόμησης όταν υπάρχουν πολλές επαναλήψεις των ίδιων τιμών της μεταβλητής x  . 
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Κεφάλαιο 2 Tree Based μέθοδοι 

 

2.1 Εισαγωγή 

 

Σε αυτό το κεφάλαιο θα περιγράψουμε τις tree-based μεθόδους για την παλινδρόμηση και την 

ταξινόμηση ή Classification and Regression trees CART (δεν υπάρχει σύνδεση με τα δέντρα 

απόφασης της Θεωρίας Απόφασης (Decision Theory)). Η μέθοδος των δέντρων απόφασης είναι 

μια διαδεδομένη μέθοδος στην εξόρυξη δεδομένων με στόχο να προβλέψει την τιμή μίας 

μεταβλητής στόχου με την βοήθεια των μεταβλητών εισόδου. Μέθοδοι δέντρων μπορούν να 

εφαρμοστούν σε προβλήματα παλινδρόμησης αλλά και ταξινόμισης. 

Οι Tree based μέθοδοι έχουν σαν σκοπό την διαμέριση του αρχικού χώρου σε ένα σύνολο χώρων 

με σκοπό στο τέλος να φτάσουμε σε ένα απλούστερο μοντέλο που θα κάνει μία πρόβλεψη για 

κάθε παρατήρηση. Οι μέθοδοι δέντρων είναι χρήσιμες αλλά όχι οι καλύτερες δυνατές σε σύγκριση 

με άλλους supervised μεθόδους. Ένα από τα πλεονεκτήματα τους είναι πως είναι αρκετά απλά 

σαν ορισμός αλλά πολύ ισχυρά σαν εργαλείο, η πιο γνωστή μέθοδος είναι ο αλγόριθμος CART. 

Η διαδικασία για την ανάπτυξη ενός δέντρου έχει ως εξής , έχουμε σαν σκοπό διαμέριση του 

χώρου με πιθανές τιμές τις 
1 2, ,..., pX X X  σε N τον αριθμό ανεξάρτητα χωρίς επικαλύψεις  χωρία 

1 2, ,..., NR R R  . Για κάθε παρατήρηση που ανήκει στο χωρίο 
NR  κάνουμε την ίδια πρόβλεψη . 

Στην περίπτωση των δέντρων παλινδρόμησης (regression trees)  τρόπος της κατασκευής των 

1 2, ,..., NR R R  πρέπει να είναι τέτοιος ώστε το RSS να γίνεται ελάχιστο , το RSS για την περίπτωση 

μας είναι 

 

( )
2

1

ˆ

j

j
j

R

N

i

i R

y y
= 

−  

 

Με ˆ
jR

y  συμβολίζουμε την μέση τιμή της παρατήρησης στο χωρίο j.  



Σ ε λ ί δ α  | 50 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

 

Ας δώσουμε ένα παράδειγμα χρησιμοποιώντας ένα απλό πρόβλημα παλινδρόμησης. Έστω ένα 

πρόβλημα παλινδρόμησης με εξαρτημένη μεταβλητή (dependent variable) την Y  και 1 2,X X  

ανεξάρτητες μεταβλητές (independent variables) (Εικόνα 3). 

 

 

Εικόνα 3. Παράδειγμα δέντρου 

 

Αρχικά σπάμε τον χώρο σε δύο μέρη διαλέγοντας μεταβλητή και σημείο για να έχουμε σαν 

αποτέλεσμα το καλύτερο δυνατό μοντέλο. Στο παράδειγμα (πάνω δεξιά της Εικόνας 3) το split 

των δεδομένων μας γίνεται στο 1 1X t=  ,έπειτα η περιοχή 1 1X t  γίνεται split στο 2 2X t=  και η 

περιοχή 1 1X t  γίνεται split στο 1 3X t=  .Τέλος η περιοχή 1 3X t  γίνεται split στο 2 4X t=

.Οπότε έχουμε σαν αποτέλεσμα την δημιουργία των χωρίων 1 2 3 4 5, , , ,R R R R R  . Οπότε έχουμε 

δημιουργήσει ένα μοντέλο παλινδρόμησης για την πρόβλεψη της μεταβλητής Y που είναι της 

μορφής  
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( ) ( )
5

1 2

1

ˆ { , }m m

m

f c I X X R
=

 =   

 Αυτό περιλαμβάνει την στρωματοποίηση και την τμηματοποίηση του χώρου πρόβλεψης σε ένα 

νούμερο από πιο απλές περιοχές. Για να επιτεχθεί αυτή η πρόβλεψη συνήθως χρησιμοποιούμε την 

μέση τιμή ή την διάμεσο για να δούμε που ανήκει. Αφού το σύνολο μας σπάει τον χώρο πρόβλεψης 

μπορεί να αναπαρασταθεί σαν ένα δέντρο ,οπότε αυτού του τύπου οι μέθοδοι ονομάζονται 

Decision Tree Methods. 

Τα δέντρα απόφασης είναι μια μέθοδος που μπορεί να εφαρμοστεί σε προβλήματα παλινδρόμησης 

και ταξινόμησης. 

Οι Tree based μέθοδοι ενώ είναι εύκολες στην κατανόηση και την ερμηνεία πολλές φορές δεν 

είναι τόσο αποτελεσματικές όσο οι κλασικές μέθοδοι παλινδρόμησης σε όρους ακρίβειας 

αποτελεσμάτων . 

Στον κλάδο της Μηχανικής μάθησης (Machine learning) χωρίζονται σε δυο κατηγορίες, στο 

Supervised learning (γνώση από πριν) και στο Unsupervised learning (γνώση μετά). 

 

Οι αλγόριθμοι Supervised learning χωρίζονται σε 

1. Classifiers (Ταξινομητές) 

2. Μοντέλα Παλινδρόμησης (Regression Models) 

 

Τα Decision trees ανήκουν στην κατηγορία του Supervised learning μαζί με τους αλγόριθμους 

όπως τα Support vector machines , Neural networks , Bayesian networks και τον αλγόριθμο       k-

Nearest Neighbors.  

 

Τα Decision trees σε προβλήματα ταξινόμησης και παλινδρόμησης έχουν πλεονεκτήματα και 

μειονεκτήματα που θα αναφέρουμε. 

Πλεονεκτήματα : 
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1. Είναι εύκολα στην κατανόηση ,στην πραγματικότητα κάποιος μπορεί να τα κατανοήσει 

ευκολότερα από τις μεθόδους της γραμμικής παλινδρόμησης. 

2. Η γραφική τους απεικόνιση τα κάνει ευκολότερα κατανοήσιμα σε έναν άνθρωπο. 

3. Η γραφική τους απεικόνιση βοηθάει τους ανθρώπους που δεν έχουν μαθηματικό υπόβαθρο 

να τα κατανοήσουν . 

4. Τα δέντρα μπορούν εύκολα να χειριστούν ποιοτικές μεταβλητές ,έτσι δεν χρειάζεται να 

δημιουργήσουμε εμείς ψευδομεταβλητές. 

 

Έχουν όμως και ένα σημαντικό μειονέκτημα. 

 

1. Δυστυχώς τα δέντρα γενικά δεν έχουν τα ίδια επίπεδα προβλεπτικής ακρίβειας όπως οι 

άλλες γνωστές μέθοδοι παλινδρόμησης. 

 

Παρόλα αυτά όπως θα δούμε αυτό το μειονέκτημα μπορεί να βελτιωθεί και με τις μεθόδους του 

bagging ,των random forests, του boosting η προβλεπτική ικανότητα των δέντρων μπορεί να 

βελτιωθεί σημαντικά. 

H διαδικασία ανάπτυξης του δέντρου όμως μπορεί να έχει σαν αποτέλεσμα ικανοποιητικά 

αποτελέσματα στο training set όμως υπάρχει περίπτωση να μην ισχύει το ίδιο στο test set  , να 

έχουμε δηλαδή το φαινόμενο overfitting . Ένα δέντρο με λιγότερα σημεία διαχωρισμού (λιγότερες 

περιοχές 
1 2, ,..., NR R R ) μπορεί να μας δώσει καλύτερα αποτελέσματα με μικρότερη διασπορά . 
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2.2 Δέντρα παλινδρόμησης  

 

Το βασικό ερώτημα είναι πως θα αναπτύξουμε ένα δέντρο παλινδρόμησης. Τα δεδομένα μας 

αποτελούνται από p στον αριθμό εξαρτημένες μεταβλητές και N αριθμό παρατηρήσεων, δηλαδή 

( ) , 1, 2,...,i ix y i N=  και για κάθε ( )1 2, ,...,i i i ipx x x x=  . Ο αλγόριθμος πρέπει να αποφασίζει 

αυτόματα για τις μεταβλητές διαχωρισμού, τα σημεία διαχωρισμού αλλά και το σχήμα του 

δέντρου. 

 

Έστω πως έχουμε ένα χώρισμα σε Μ μέρη 1 2, ,.., MR R R  , οπότε  

 

( ) ( )
1

M

m m

m

f x c I x R
=

=   

Αν υποθέσουμε πως το κριτήριο της ελαχιστοποίησης του αθροίσματος των τετραγώνων 

( )( )
2

i iy f x−  τότε είναι εύκολο να δούμε πως το ιδανικό ˆmc  είναι η μέση τιμή των iy  στην 

περιοχή mR   .   

 

( )ˆ |m i i mc E y x R=   

 

Η διαδικασία για την εύρεση του βέλτιστου δυαδικού διαχωρισμού υπό την ελαχιστοποίηση του 

αθροίσματος των τετραγώνων είναι υπολογιστικά πολύπλοκη, οπότε θα προχωρήσουμε με την 

βοήθεια ενός άπληστου αλγόριθμου. Έστω πως ξεκινάμε αυτή τη διαδικασία από την αρχή των 

δεδομένων μας ,έστω j η μεταβλητή διαχωρισμού και s το σημείο διαχωρισμού ,οπότε έχουμε τους 

υπόχωρους  
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( ) ( )1 2, { | } , { | }J JR j s X X s R j s X X s=  =   

 

Έπειτα αναζητούμε το σημείο διαχωρισμού j και την μεταβλητή διαχωρισμού s που λύνουν το 

πρόβλημα ελαχιστοποίησης  

 

( ) ( )
( )( )

1 2

1 2 ,

2 2

, 1 1 2

,

min min min

i i j s

j s ic c
x R j s x R

y c y c
 

 
 − + −
  

   

Για κάθε επιλογή των j,s η παραπάνω ελαχιστοποίηση λύνεται από τις  

( )( ) ( )( )1 1 2 2,ˆ ˆ| , | ,i i i ic E y x R j s c E y x R j s=  =   

Η εύρεση των τιμών j,s που ελαχιστοποιεί την παράσταση είναι μια γρήγορη διαδικασία ειδικά 

στην περίπτωση που ο αριθμός Ν δεν είναι πολύ μεγάλος. 

Αυτή η διαδικασία επαναλαμβάνεται ψάχνοντας για την καλύτερη πρόβλεψη και τον καλύτερο 

διαχωρισμό των δεδομένων μας ,κάθε περαιτέρω   διαχωρισμός των δεδομένων μας έχει σαν 

σκοπό την ελαχιστοποίηση του αθροίσματος των τετραγώνων της διαφοράς (RSS). 

 

Από την στιγμή που οι περιοχές 1 2, ,.., ,MR R R  έχουν δημιουργηθεί μπορούμε να προβλέψουμε 

που θα καταλήξει κάθε παρατήρηση χρησιμοποιώντας την μέση τιμή των παρατηρήσεων κάθε 

περιοχής. Μεγάλο ρόλο επίσης έχει το μέγεθος του δέντρου ,ενώ σε ένα μεγάλο δέντρο μπορεί να 

έχουμε το φαινόμενο του overfitting σε ένα μικρό δέντρο ενδέχεται να χάνουμε σημαντική 

πληροφορία. 
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2.3 Κλάδεμα (Pruning) δέντρου παλινδρόμησης  

 

 

Η διαδικασία ανάπτυξης ενός δέντρου συνήθως οδηγεί σε ικανοποιητικά αποτελέσματα στο 

training set των δεδομένων μας , όμως δεν έχει ικανοποιητικά αποτελέσματα στο test  set των 

δεδομένων μας. Αυτό συμβαίνει γιατί πολλές φορές η ανάπτυξη του δέντρου είναι πολύπλοκη. 

Σε πολλές περιπτώσεις ένα δέντρο με λιγότερα splits (λιγότερες περιοχές 1 2, ,..., NR R R ) μπορεί να 

έχουν σαν αποτέλεσμα μικρότερη διασπορά στα αποτελέσματα μας. 

Μια ενδεχόμενη λύση αυτού του προβλήματος είναι η δημιουργία του δέντρου να συνεχίζεται όσο 

η τιμή του RSS μειώνεται . 

Υπάρχει περίπτωση να καταλήγει σε μοντέλο με μικρότερη διασπορά. Μια πιθανή λύση στο 

πρόβλημα της εύρεσης του βέλτιστου μήκους του δέντρου είναι η αύξηση του μήκους να 

συμβαδίζει με την μείωση της τιμής του RSS. Αυτή η μέθοδος θα έχει αποτέλεσμα μικρότερα σε 

μήκος δέντρα ,κάτι που δεν είναι αναγκαστικά αρνητικό αφού πολλές φορές επιπλέον 

διαχωρισμός μπορεί να οδηγεί σε αύξηση του RSS. 

 

Οπότε ξεκινάμε αναπτύσσοντας ένα μεγάλο δέντρο 
0T   ,και μετά το κλαδεύουμε για να 

αποκτήσουμε ένα υποδέντρο. Σκοπός μας είναι να επιλέξουμε το υποδέντρο αυτό που πετυχαίνει 

το μικρότερο σφάλμα ταξινόμησης μέσω της μεθόδου Cross Validation . 

Όμως η χρήση της μεθόδου  Cross Validation είναι υπολογιστικά μη συμφέρουσα αφού είναι 

μεγάλος ο αριθμός των υποψήφιων υπόδεντρων. Οπότε θα χρησιμοποιήσουμε την διαδικασία του 

κλαδέματος του πιο αδύναμου κλαδιού  (weakest link pruning). 

Θα περιγράψουμε έναν αλγόριθμο για την ανάπτυξη ενός δέντρου. 

1) Δημιουργούμε ένα δέντρο 
0T  χρησιμοποιώντας το training set των δεδομένων μας 

και σταματάμε μόνο όταν ένας κόμβος έχει κάτω από ένα συγκεκριμένο αριθμό 

παρατηρήσεων 
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2) Εφαρμόζουμε το κλάδεμα του πιο αδύναμου κλαδιού στο αρχικό δέντρο 
0T  

θέλοντας να βρούμε το καλύτερο υποδέντρο συναρτήσει της τιμές του   . 

3) Με χρήση της μεθόδου K-fold cross validation βρίσκουμε την βέλτιστη τιμή για το 

  . Η μέθοδος K-fold χωρίζει το σετ των παρατηρήσεων σε 1,...,k K=  και για 

κάθε 1,...,k K=  επαναλαμβάνουμε τα βήματα 1,2 για το training set , 

υπολογίζουμε το μέσο τετραγωνικό σφάλμα σε κάθε k- κομμάτι για κάθε τιμή του 

  .   

4) Επιστρέφουμε στο υποδέντρο του βήματος 2 που αντιστοιχεί στην καλύτερη τιμή 

του   . 

Οπότε ορίζουμε την συνάρτηση κόστους – πολυπλοκότητας 

( ) ( )R R T  = +   

( )
2

1

ˆ
m

i m

T

i R
m x R

y y a T
= 

− +   

 

Με   συμβολίζουμε τον αριθμό κόμβων του Τ δέντρου , το 
mR  m- χωρίο, και την ˆ

mR
y  

εκτιμώμενη τιμή στο m-χωρίο. Παρατηρούμε η παράμετρος   ελέγχει την σχέση ανάμεσα στην 

πολυπλοκότητα του υποδέντρου και την καλή προσαρμογή του στο training set. Όταν 0 =  

έχουμε σαν αποτέλεσμα το δέντρο 
0T  ,ενώ  όταν  =  έχουμε σαν αποτέλεσμα ένα μηδενικό 

δέντρο. Όσο η τιμή του   μεγαλώνει προφανώς η πολυπλοκότητα αυξάνεται ,τέλος η επιλογή 

του   γίνεται με την μέθοδο Cross-Validation. 

Σκοπός μας είναι να βρίσκουμε   τέτοιο ώστε για κάθε υποδέντρο 
0T T   η τιμή της 

συνάρτησης κόστους – πολυπλοκότητας ( )R T
 να  ελαχιστοποιείται. Έχει αποδειχθεί πως για 

κάθε τιμή του   αντιστοιχεί μοναδικό T  που ελαχιστοποιεί την συνάρτηση ( )R T
 (Hastie et 

al, 2016) . 
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Με την μέθοδο κλαδέματος του πιο αδύναμου κλαδιού διαδοχικά σπάμε τον αρχικό κόμβο και 

συνεχίζουμε με τέτοιο τρόπο ώστε η αύξηση του πρώτου όρου της συνάρτησης ( )R T
 

( )
2

1

ˆ
m

i m

T

i R
m x R

y y
= 

 
−  

 
   να είναι η μικρότερη δυνατή. Αυτή η διαδικασία έχει σαν αποτέλεσμα μια 

ακολουθία υπόδεντρων (Breiman et al. 1984). 

2.4  Δέντρα ταξινόμησης  

 

Τα δέντρα ταξινόμησης είναι παρόμοια με τα δέντρα παλινδρόμησης με μια σημαντική διαφορά, 

έχουν σαν σκοπό την πρόβλεψη μιας ποιοτικής μεταβλητής και όχι μιας ποσοτικής όπως στην 

περίπτωση της παλινδρόμησης. Στην περίπτωση των δέντρων παλινδρόμησης η πρόβλεψη για μια 

παρατήρηση γίνεται μέσω του μέσου όρου των παρατηρήσεων και στέλνεται στο τελικό κλαδί. Σε 

αντίθεση στην περίπτωση των δέντρων ταξινόμησης προβλέπουμε πως κάθε παρατήρηση 

ταξινομείται στην συνηθέστερη κλάση της training ομάδας παρατηρήσεων που ανήκει. 

Ο τρόπος της αύξησης του μεγέθους ενός δέντρου ταξινόμησης είναι παρόμοιος με αυτόν των 

δέντρων παλινδρόμησης όμως τα δεδομένα μας είναι δυαδικά. Έτσι στην περίπτωση των δέντρων 

ταξινόμησης το κριτήριο της ελαχιστοποίησης του τετραγώνου των διαφορών δεν μπορεί να 

χρησιμοποιηθεί. Ένα φυσικό ανάλογο του RSS στην περίπτωση μας είναι το ποσοστό σφάλματος 

ταξινόμησης (classification error rate).  Οπότε ορίζουμε την πιθανότητα σωστής ταξινόμησης  

 

( )ˆ
1

i m

mk i

x Rm

p I y k
N 

= =  

 

Με ˆ
mkp  συμβολίζουμε την πιθανότητα η m κλάση να ανήκει στον k κόμβο. 

 

Και το misclassification error  

 



Σ ε λ ί δ α  | 58 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

( )( ) ( )
1

1 ˆ

i m

i mk

x Rm

I y k m p m
N 

 = −  

Όμως έχει αποδειχθεί πως το classification error είναι αρκετά ευαίσθητο για την αύξηση ενός 

δέντρου και στην πραγματικότητα άλλα δυο μέτρα έχουν μεγαλύτερη εφαρμογή. 

  

•  Δείκτης Gini 

( )
1

ˆ1ˆ
K

mk mk

k

G p p
=

= −  

 

Είναι ένα μέτρο για την εύρεση της διασποράς και στις Κ κλάσεις, επίσης ο δείκτης παίρνει 

χαμηλές τιμές όταν οι πιθανότητες ˆ
mkp  είναι κοντά στο 0 ή το 1 

 

• Δείκτης πληροφορίας (Information index) 

 

( )
1

oˆ ˆl g
K

mk mk

k

D p p
=

= −  

 

Πάλι με ˆ
mkp  συμβολίζουμε η κλάση να ανήκει στον k κόμβο. Επίσης ο information 

index είναι γνωστός και σαν εντροπία. 

Αφού 0 1ˆ
mkp   τότε ( )0 loˆ g ˆ

mk mkp p −  , δηλαδή η εντροπία κοντά στο μηδέν αν η 

πιθανότητα ˆ
mkp  είναι μηδέν ή ένα. 

 

Κατά την διάρκεια ανάπτυξης ενός δέντρου ταξινόμησης ο δείκτης Gini και ο Information index 

χρησιμοποιούνται για την δημιουργία των κλαδιών αφού σαν μέτρα έχουν μεγαλύτερη ευαισθησία 

στη δημιουργία κόμβων από το classification error rate (Εικόνα 4). 
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Εικόνα 4. Παράδειγμα με τα γραφήματα του σφάλματος ,του δείκτη Gini και της εντροπίας για διάφορες τιμές της πιθανότητας p 

 

2.5  Γραμμική παλινδρόμηση και δέντρα 

 

Τα μοντέλα Γραμμικής παλινδρόμησης και τα δέντρα παλινδρόμησης έχουν ορισμένες διαφορές 

στις κλασικές τους περιπτώσεις . Στη γενική περίπτωση ένα μοντέλο παλινδρόμησης έχει την 

μορφή  

 

( ) 0

1

p

j j

j

f X 
=

 = +  

 

Ενώ ένα πρόβλημα δέντρου παλινδρόμησης είναι της μορφής  
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( ) ( )
1

M

m m

m

f X c I X R
=

=   

 

όπου με 1 2, ,.., MR R R  συμβολίζουμε την διαμέριση του αρχικού μας χώρου όπως έχουμε αναφέρει 

ξανά. 

Το ερώτημα είναι ποιο μοντέλο είναι αποδοτικότερο , στην περίπτωση που η σχέση εξαρτημένης 

και ανεξάρτητης μεταβλητής προσεγγίζεται ικανοποιητικά από ένα μοντέλο γραμμικής 

παλινδρόμησης και δίνει ικανοποιητικά αποτελέσματα τότε σίγουρα το ίδιο πρόβλημα με την 

χρήση δέντρων παλινδρόμησης δεν θα μας δίνει το ίδιο ικανοποιητικά αποτελέσματα. Σε 

περίπτωση που η σχέση εξαρτημένης και ανεξάρτητης μεταβλητής είναι μη γραμμική και 

πολύπλοκη ένα μοντέλο δέντρου παλινδρόμησης θα μας δώσει θεαματικά καλύτερα 

αποτελέσματα από το μοντέλο της γραμμικής παλινδρόμησης. 

 

 

Για την εύρεση του ικανότερου μοντέλου πρέπει να γίνει η σύγκριση των αποτελεσμάτων που 

παίρνουμε ανάμεσα σε γραμμική παλινδρόμηση και δέντρα παλινδρόμησης , η συνηθέστερη 

μέθοδος που χρησιμοποιείται είναι η μέθοδος με την σύγκριση των σφαλμάτων με την χρήση της 

μεθόδου Cross validation (CV method) . 
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Εικόνα 5. Εφαρμογής γραμμικής παλινδρόμησης και δέντρου παλινδρόμησης 

 

Στην παραπάνω (Εικόνα 5) έχουμε τέσσερα παραδείγματα. Στο πρώτο παράδειγμα πάνω αριστερά 

παρατηρούμε πως οι μεταβλητές 1 2,X X  έχουν γραμμική σχέση οπότε η μέθοδος της γραμμικής 

παλινδρόμησης είναι κατάλληλη για την επίλυση του προβλήματος ,στο δεύτερο παράδειγμα 

πάνω δεξιά βλέπουμε πως το ίδιο πρόβλημα με την χρήση δέντρων παλινδρόμησης παρουσιάζει 

μεγάλες αποκλείσεις από την πραγματική λύση. Έτσι η μέθοδος της γραμμικής παλινδρόμησης 

υπερισχύει της μεθόδου των δέντρων παλινδρόμησης. 

 

Στο πρόβλημα κάτω αριστερά η σχέση των 1 2,X X  είναι τέτοια ώστε η λύση της γραμμικής 

παλινδρόμησης αδυνατεί να δώσει σωστή λύση αφού βλέπουμε μεγάλο σφάλμα στο όριο 

απόφασης και την λάθος ταξινόμηση ,κάτι που δέντρο παλινδρόμησης κάνει και η λύση με την 

χρήση δέντρων παλινδρόμησης είναι προτιμότερη από την γραμμική παλινδρόμηση στον χωρισμό 

των χωρίων αφού η μέθοδος των δέντρων βλέπουμε πως υπερισχύει έναντι της γραμμικής 

παλινδρόμησης. 
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2.6 Μέθοδος bagging (Eνσάκιση) 

 

Τα δέντρα απόφασης έχουν το μεγάλο μειονέκτημα της υψηλής μεταβλητότητας , οπότε τα 

αποτελέσματα που λαμβάνουμε από ένα δέντρο για το training και το test set να διαφέρουν 

σημαντικά . Με την χρήση της μεθόδου bagging έχουμε σαν σκοπό την μείωση της διασποράς για 

να συμβαδίζουν τα αποτελέσματα του training και του test set. Θα αναφέρουμε πως λειτουργεί η 

μέθοδος. 

Έστω ένα σύνολο ανεξάρτητων n στον αριθμό παρατηρήσεων 1 2, ,..., nX X X  με διασπορά για 

κάθε παρατήρηση  ίση με 2  ,οπότε η διασπορά της μέσης τιμής των παρατηρήσεων είναι ίση με 

2

n


 . 

Με την εύρεση της μέσης διασποράς ουσιαστικά η διασπορά μειώνεται. Σαν συμπέρασμα με την 

χρήση πολλαπλών training sets μπορούμε να μειώσουμε την διασπορά και να αυξήσουμε την 

ακρίβεια του μοντέλου μας .   

Οπότε για να εφαρμόσουμε την μέθοδο bagging υπολογίζουμε τις τιμές των 

( ) ( ) ( )1 2 ,ˆ , ...ˆ , ˆ Nf x f x f x  χρησιμοποιώντας Ν επαναλήψεις του training set και μετά υπολογίζουμε 

την μέση τιμή τους με σκοπό την μείωση της διασποράς ,οπότε έχουμε  

 

( )
1

ˆ ˆ1 N
n

έ

n

f f x
N

 

=

=   

 

Όμως είναι υπολογιστικά κοστοβόρο να δημιουργήσουμε πολλαπλά training sets , οπότε είναι 

προτιμότερο να εφαρμόσουμε την μέθοδο bootstrap παίρνοντας πολλαπλά δείγματα από το ίδιο 

training set. Θα χρησιμοποιήσουμε Ν διαφορετικά δείγματα από το training set ,οπότε σε αυτή 

την περίπτωση έχουμε πως  
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( ) ( )*

1

1ˆ ˆ
N

n

bagging

n

f x f x
N =

=   

 

Η μέθοδος bagging χρησιμοποιείται για να βελτιώσει την προβλεπτική ικανότητα ενός δέντρου 

αλλά έχει χρήση και σε άλλα γραμμικά μοντέλα γενικά. Παίρνοντας την μέση τιμή των N δέντρων 

η διασπορά μειώνεται , η χρήση της μεθόδου έχει θετικά αποτελέσματα στην βελτίωση της 

ακρίβειας του δέντρου . Τώρα στην περίπτωση που η μεταβλητή μας Υ είναι ποιοτική η μέθοδος 

δουλεύει με διαφορετικό τρόπο ,γιατί μέχρι τώρα η περιγραφή που δώσαμε ήταν για δέντρα 

παλινδρόμησης  .  

Σε αυτή την περίπτωση για ένα σύνολο παρατηρήσεων μπορούμε να περιγράψουμε τις προβλέψεις 

των κλάσεων μέσω της μεθόδου majority vote . 

 

2.7 Μέθοδος Random Forests 

 

Η μέθοδος Random Forests (RF) (Breiman 2001) είναι μια μέθοδος που χρησιμοποιεί πολλά 

δέντρα με την προϋπόθεση αυτά τα δέντρα να είναι ασυσχέτιστα μεταξύ τους , στην περίπτωση 

που τα δέντρα είναι ασυσχέτιστα μειώνεται το φαινόμενο του overfitting (βλ. Εικόνα 6 , Εικόνα 

7) . Η μέθοδος Random forests είναι μια βελτιωμένη έκδοση της μεθόδου bagging . H μέθοδος 

δημιουργούμε τα δέντρα χρησιμοποιώντας την μέθοδο bagging με αντικατάσταση. 

Στην περίπτωση των δέντρων ταξινόμησης η μέθοδος Random Forests λειτουργεί με m p =
 

 

μεταβλητές ,ενώ στην περίπτωση των δέντρων παλινδρόμησης η μέθοδος λειτουργεί με 
3

p 
 
 

 

μεταβλητές (με     συμβολίζουμε το ακέραιο μέρος ενός αριθμού). Αυτές οι δυο είναι οι 

προτεινόμενες τιμές για την υλοποίηση της μεθόδου στις γνωστότερες βιβλιοθήκες μηχανικής 

μάθησης (sklearn για Python και Tree για R). 

 

Ο αλγόριθμος υλοποίησης για την μέθοδο Random Forest είναι ο παρακάτω 
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Για 1,...,b B=  

1) Παράγουμε ένα σύνολο *Z  μεγέθους N από το αρχικό σύνολο δεδομένων. 

2) Δημιουργούμε ένα τυχαίο δέντρο 
bT  από τα δεδομένα μας μέχρι ο ελάχιστος αριθμός 

κόμβων 
minn  να επιτευχθεί διαλέγοντας n από τις  p μεταβλητές ,επιλέγοντας τις καλύτερες 

από αυτές  

3) Δημιουργούμε τα τυχαία δέντρα 
1

B

bT     

4) Τότε στην περίπτωση ενός δέντρου παλινδρόμησης έχουμε ( ) ( )
1

1ˆ
B

random forest b

b

f x T x
B =

=  , 

και στην περίπτωση του δέντρου ταξινόμησης ( )
1

ˆ ˆ
B

random forest bC majority vote C x =
 

. 

 

Η δημιουργία των δέντρων είναι μια διαδικασία με μεγάλη διασπορά ,έτσι η χρησιμοποίηση μέσου 

όρου βοηθάει στην μείωση της. Η μέση τιμή των B τυχαίων μεταβλητών είναι κανονικά 

κατανεμημένες τυχαίες μεταβλητές με διασπορά 2  ,οπότε η συνολική διασπορά είναι 
2

B


 . Έχει 

αποδειχθεί (Hastie 2013 et al) πως αν οι μεταβλητές B είναι κανονικά κατανεμημένες (όχι 

απαραίτητα ανεξάρτητες )   και ανά δύο έχουν θετικό συντελεστή διασποράς   τότε για την 

συνολική διασπορά ισχύει  

 

2 21

B


 

−
+  

 

Στην περίπτωση που η τιμή του B αυξάνεται τότε ο δεύτερος όρος την παραπάνω σχέσης 

μειώνεται οπότε μένει μόνο ο πρώτος όρος , ο σκοπός της μεθόδου Random Forests είναι η μείωση 

της διασποράς μειώνοντας την συσχέτιση ,δηλαδή τον όρο 2  . Η χρήση μικρού αριθμού 

μεταβλητών m ενδείκνυται όταν πολλές μεταβλητές p έχουν μεγάλη συσχέτιση μεταξύ τους 
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(συγγραμικότητα) (Hastie 2001) . Στις παρακάτω εικόνες (Εικόνα 6,7) δίνουμε δύο παραδείγματα 

για τον αριθμό p των μεταβλητών. 

 

Εικόνα 6. Παράδειγμα με το σφάλμα σαν συνάρτηση του αριθμού των δεντρών  της μεθόδου Random Forests για διαφορετικές τιμές 

του m , αρχικά έχουμε p=500 μεταβλητές

 

Εικόνα 7. Παράδειγμα πως η μείωση του σφάλματος επηρεάζεται απο τον αριθμό των δέντρων 
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2.8 Μέθοδος Boosting  

Η μέθοδος boosting είναι άλλη μια μέθοδος όπως και οι προηγούμενες που αναφέραμε για την 

βελτίωση της προβλεπτικής ικανότητας ενός δέντρου με εφαρμογή σε προβλήματα 

παλινδρόμησης και ταξινόμησης . 

 

 Στην προηγούμενη περίπτωση της μεθόδου bagging με την μέθοδο bootstrap χρησιμοποιήσαμε 

πολλαπλά αντίγραφα του αρχικού dataset ,η μέθοδος boosting λειτουργεί με παρόμοιο τρόπο αλλά 

και μια διαφορά πως τα δέντρα μεγαλώνουν ακολουθιακά ,δηλαδή κάθε δέντρο μεγαλώνει 

χρησιμοποιώντας δεδομένα από το προηγούμενο δέντρο και δεν χρησιμοποιεί την μέθοδο 

bootstrap αφού χρησιμοποιεί το αρχικό σύνολο δεδομένων. (Hastie 2001 et al). 

 

Σε αντίθεση με την μέθοδο Bagging στη μέθοδο Boosting η κατασκευή κάθε δέντρου εξαρτάται 

από το προηγούμενο δέντρο. 

Ο αλγόριθμος για την μέθοδο Boosting είναι ο παρακάτω  

 

1) Θέτουμε ( ) ,ˆ 0 i if x r y= =  για το σύνολο του training set 

2) Για 1,2,..,n N=  επαναλαμβάνεται η διαδικασία : 

3) Κατασκευάζουμε το δέντρο ˆ nf  που περιέχει d σημεία splits 

4) Για την f̂  ισχύει ( ) ( ) ( )ˆ ˆ ˆ bf x f x f x +   

5) Για τα υπόλοιπα κάθε φορά ισχύει ( )ˆ n

i ir r f x −   

6) Το μοντέλο με την διαδικασία boosting είναι το ( ) ( )
1

ˆ ˆ
N

b

n

f x f x
=

=  .  
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Η μέθοδος boosting χρησιμοποιεί ένα μεγάλο αριθμό 1 .ˆ ,. ˆ., Bf f  από δέντρα ,η μέθοδος boosting 

θα μπορούσε να χαρακτηριστεί μια αργή μέθοδος αφού κάθε δέντρο χτίζεται από τα υπόλοιπα του 

προηγούμενου. 

 Με την χρήση των υπολοίπων αργά βελτιώνουμε την f̂  σε σημεία που δεν αποδίδει καλά. Η 

παράμετρος λ κάνει την διαδικασία αυτή πιο αργή(βλ. Εικόνα 8) ,στον κλάδο της μηχανικής 

μάθησης όσες μέθοδοι είναι πιο αργές συνήθως είναι πιο αποδοτικές. Με την χρήση των 

υπολοίπων κάθε δέντρο εξαρτάται από το προηγούμενο δέντρο κάτι που δεν συμβαίνει στην 

μέθοδο bagging. Με τα υπόλοιπα 
ir  κατασκευάζουμε το επόμενο δέντρο ,έτσι το επόμενο δέντρο 

με την χρήση των υπολοίπων με αποτέλεσμα κάθε νέο δέντρο να είναι μικρό σε μήκος με κάθε 

δέντρο να έχει d αριθμό κόμβων. Με την χρήση της παραμέτρου λ που είναι ένας πολύ μικρός 

θετικός αριθμός η διαδικασία αυτή γίνεται πολύ αργά με τέτοιο τρόπο ώστε η συνάρτηση f̂  να 

βελτιώνεται. 

Τέλος η μέθοδος boosting έχει τρεις σημαντικές παραμέτρους που θα αναφέρουμε . 

Ο αριθμός B των δέντρων είναι η πρώτη σημαντική παράμετρος. Η μέθοδος boosting έχει το 

μειονέκτημα πως για μεγάλες τιμές του αριθμού δέντρων B εμφανίζεται το φαινόμενο του 

overfitting , για αυτό το λόγο χρησιμοποιούμε μεθόδους όπως το Cross validation για την επιλογή 

σωστού αριθμού B. 

Η παράμετρος λ είναι ένα θετικός και μικρός αριθμός που ελέγχει πόσο αργά γίνεται η διαδικασία 

μάθησης , οι πιο συνηθισμένες τιμές για την παράμετρο λ είναι 0.01 ή 0.001 επίσης η επιλογή του 

λ γίνεται διαλέγοντας και την κατάλληλη τιμή για την παράμετρο B αφού ο σωστός συνδιασμός 

των δύο έχει σαν αποτέλεσμα καλύτερη απόδοση. 

Με d συμβολίζουμε τον αριθμό splits σε κάθε δέντρο (Εικόνα 8) και μας δείχνει το πόσο 

πολύπλοκο είναι το δέντρο ,η πιο συνηθισμένη τιμή για το d είναι η μονάδα .Μια άλλη ονομασία 

του d είναι βάθος του δέντρου. 
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Εικόνα 8. Παράδειγμα του σφάλματος των μεθόδων Random Forest και Boosting για λ=0.01 .Στην μέθοδο Boosting το παράδειγμα 

τρέχει για δύο τιμές του depth. 
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Κεφάλαιο 3 Αξιολόγηση μοντέλου 

 

3.1  Εισαγωγή 

 

Η αποτελεσματικότητα ενός αλγόριθμου μηχανικής μάθησης έχει σχέση με την προβλεπτική 

ικανότητα του μοντέλου στο test set που χρησιμοποιεί. Η αξιολόγηση της ικανότητας μίας 

μεθόδου είναι πολύ σημαντική αφού μας δείχνει την ιδανικότερη μέθοδο που τελικά  πρέπει να 

εφαρμόσουμε. Στο κεφάλαιο αυτό θα αναφέρουμε τις σημαντικότερες μεθόδους για την 

αξιολόγηση των μεθόδων. 

 

3.2  Bias (μεροληψία) , διασπορά και πολυπλοκότητα 

 

Έστω μια μεταβλητή Υ που θέλουμε να προβλέψουμε , Χ οι εξαρτημένες μεταβλητές και μία 

συνάρτηση f̂  που προβλέπει και έχουμε βρει από το training set μας T. Έτσι ορίζουμε την loss 

function L που συμβολίζουμε με ( )( ), ˆL Y f X  . 

Οι πιο συνηθισμένες επιλογές για την συνάρτηση L είναι οι παρακάτω . 

 

( )( )
( )( )
( )

2

,ˆ
ˆ

ˆ
,

| |,

Y f X ό ά
L Y f X

f ό ά

  

  

 −
= 
  − 

 

 

Ορίζουμε σαν test error το σφάλμα πρόβλεψης σε ένα test set ως  

 

( )( )ˆ, |rrTE E L Y f X T =
 
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Μια άλλη ποσότητα είναι το expected test error που ορίζεται ως 

 

( )( )ˆ,rr rrTE E L Y f X E E   = =   
 

Σε μια στατιστική ανάλυση έχουμε σαν στόχο την πρόβλεψη του 
rrTE  αλλά έχει αποδειχθεί πως 

η εύρεση του 
rrE  είναι ευκολότερη στην ανάλυση και έτσι οι περισσότερες μέθοδοι υπολογίζουν 

αυτό. 

Ορίζουμε σαν σφάλμα εκπαίδευσης (training error) την μέση ζημιά πάνω στο training set ως  

 

( )( )
1

,e
1 ˆ

N

ii

i

rr f xL y
N =

=   

 

Είναι σημαντικό να γνωρίζουμε το test error του μοντέλου f̂  που κατασκευάσαμε. Όταν το 

μοντέλο γίνεται περισσότερο πολύπλοκο χρησιμοποιεί το training set για να προσαρμοστεί στα 

νέα δεδομένα οπότε υπάρχει μια πτώση στη μεροληψία (bias) αλλά πτώση στη διασπορά . Όμως 

το σφάλμα εκπαίδευσης δεν θεωρείται μια καλή εκτιμήτρια για το test error. To training error 

συνεχώς μειώνεται όσο αυξάνεται η πολυπλοκότητα ενός μοντέλου όμως σε ένα μοντέλο με 

μηδενικό training error παρουσιάζεται το φαινόμενο του overfit και είναι πρακτικά άχρηστο. 

Αυτές είναι οι πιο διαδεδομένες μέθοδοι για την εκτίμηση του test error ενός μοντέλου. Τις 

περισσότερες φορές όμως ένα μοντέλο θα έχει και άλλη μια παράμετρο α της μορφής f̂  . Στόχος 

κάθε φορά είναι η εύρεση τέτοιων τιμών για το α που ελαχιστοποιεί το σφάλμα. 

Οπότε δυο είναι οι διαδικασίες που πρέπει να έχουμε σαν στόχο 

• Επιλογή μοντέλου (model selection) : Εκτίμηση της απόδοσης ανάμεσα σε 

διαφορετικά μοντέλα με στόχο την επιλογή του καλύτερου. 

• Εκτίμηση μοντέλου (model assessment): Αφού έχουμε επιλέξει το καλύτερο δυνατό 

μοντέλο βρίσκουμε το σφάλμα πρόβλεψης (prediction error) για τα νέα δεδομένα. 
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Στην περίπτωση που το σύνολο των δεδομένων μας είναι αρκετά μεγάλο η τακτική που 

ακολουθούμε είναι να διαιρέσουμε τυχαία το dataset σε τρία μέρη ,στο training set ,στο validation 

set(σύνολο επικύρωσης) και στο test set. To training set το χρησιμοποιούμε για να 

προσαρμόσουμε το μοντέλο μας , το validation set το χρησιμοποιούμε για να εκτιμήσουμε το 

σφάλμα πρόβλεψης (prediction error) και το test set το χρησιμοποιούμε για να εκτιμήσουμε το 

σφάλμα γενίκευσης του μοντέλου που επιλέξαμε . 

 

Δεν υπάρχει κάποιος συγκεκριμένος κανόνας για το πώς θα διαλέξουμε το ποσοστό που θα 

χρησιμοποιήσουμε στα training , validation , test sets . Όμως μια συνηθισμένη επιλογή είναι 50% 

για το training set και 25% για validation και test (Εικόνα 9). 

 

Εικόνα 9. Παράδειγμα χωρισμού του set δεδομένων μας 

 

Όμως είναι δύσκολο να δοθεί ένας γενικός κανόνας για το σπάσιμο των δεδομένων αφού αυτό 

εξαρτάται από τον λόγο signal to noise και την πολυπλοκότητα του μοντέλου μας. 
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3.3  Μέθοδος της διασταυρωμένης επικύρωσης (Cross Validation) 

 

 

Η μέθοδος της διασταυρωμένης επικύρωσης (Cross validation) είναι η πιο απλούστερη και πιο 

γνωστή μέθοδος για την εκτίμηση του σφάλματος πρόβλεψης (prediction error) . Με την μέθοδο 

αυτή υπολογίζουμε το ( )( ), ˆ
rrE E L Y f X =

 
 . 

Στην περίπτωση που έχουμε ικανό αριθμό παρατηρήσεων δεν θα χρειαζόταν το validation set έτσι 

θα το χρησιμοποιούσαμε για test set για την αξιολόγηση της προβλεπτικής ικανότητας του 

μοντέλου  κάτι που όμως σπάνια είναι δυνατό. Για αυτό το λόγο η K-fold cross validation 

χρησιμοποιεί ένα μέρος των δεδομένων για την προσαρμογή του μοντέλου και άλλο μέρος για τον 

έλεγχο του μοντέλου. Έτσι χωρίζουμε το σύνολο των δεδομένων μας σε πέντε ή δέκα ίσα μέρη 

(K=5 ή Κ=10) με την μορφή τους να είναι όπως στην παρακάτω εικόνα ( Εικόνα 10). 

 

 

Εικόνα 10. Παράδειγμα 5-fold 

 

Στο k-κομμάτι προσαρμόζουμε το μοντέλο μας για τα (k-1) κομμάτια που μένουν και 

υπολογίζουμε το σφάλμα πρόβλεψης του μοντέλου που εκτιμήσαμε για το k- κομμάτι των 

δεδομένων μας . Αυτή η διαδικασία επαναλαμβάνεται για 1,...,k K=  και υπολογίζουμε τις Κ 

εκτιμήσεις του σφάλματος (prediction error).   

 

Έστω ( )ˆ kf x−
 η συνάρτηση πρόβλεψης υπολογισμένοι έχοντας αφαιρέσει το k-μέρος των 

δεδομένων τότε η cross validation πρόβλεψη του σφάλματος πρόβλεψης είναι η  
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( ) ( )( )
1

1
,ˆ ˆ

N
k

i i

i

CV f L y f x
N

−

=

=   

 

Οι πιο συνηθισμένες επιλογές για την τιμή του Κ είναι πέντε είτε δέκα . Στην περίπτωση που 

έχουμε K=N τότε αυτή η διαδικασία είναι γνωστή ως Leave One Out Cross Validation (LOOCV) 

(Εικόνα 11).Στην μέθοδο LOOCV χρησιμοποιούμε το στοιχείο  ( )1 1,x y  για διασταύρωση και τα 

υπόλοιπα ( ) ( )2 2{ , ,...., , }n nx y x y στοιχεία είναι το training set μας. Οπότε η μέθοδος μας 

προσαρμόζεται στα (n-1) στοιχεία και η 
1ŷ  εξαιρείται. Η ποσότητα ( )

2

1 1 1
ˆMSE y y= −

χρησιμοποιείται σαν μια αμερόληπτη (unbiased) εκτίμηση του test error. 

Όμως η χρήση μόνο του 
1MSE  έχει φτωχά αποτελέσματα ,οπότε αυτή η διαδικασία 

επαναλαμβάνεται n φορές ,οπότε αυτή η διαδικασία γίνεται για να υπολογίσουμε το 

2 ,..., nMSE MSE  . 

Άρα η LOOCV εκτίμηση για το σφάλμα είναι ο μέσος όρος των MSE οπότε  

 

( )
1

1 N

in
i

CV MSE
N =

=   

 

 

Εικόνα 11. Παράδειγμα τρόπου λειτουργίας του LOOCV 

 

 

Η μέθοδος LOOCV μπορεί να χρησιμοποιηθεί και στις περίπτωσεις της απλής γραμμικής 

παλινδρόμησης και τις πολυωνυμικής  όταν το n είναι μεγάλο τότε η φόρμουλα έχει την μορφή  
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( )

2

1

ˆ1

1

N
i i

n
i i

y y
CV

N h=

 −
=  

− 
  

Με ˆ
iy  συμβολίζουμε την εκτιμώμενη τιμή και με 

ih  την μόχλευση της παρατήρησης. 

 

Στην περίπτωση που έχουμε ένα μοντέλο της μορφής ( ),f x   που εισάγει και την παράμετρο α 

τότε έχουμε ( )ˆ ,kf x −  , τότε το α-οστό μοντέλο προσαρμογής έχοντας αφαιρέσει το k-οστο 

κομμάτι των δεδομένων έχουμε πως το μοντέλο προσαρμογής είναι 

 

( ) ( ) ( )( )
1

ˆ1
, ,ˆ

N
k i

i i

i

CV f L y f x
N


−

=

=   

 

Η συνάρτηση ( )ˆ ,CV f   μας παρέχει μια εκτίμηση για το test error με τελικό σκοπό να βρούμε 

την τιμή της παραμέτρου α που ελαχιστοποιεί το σφάλμα. 

 

Ένα ερώτημα είναι ποιες τιμές πρέπει να επιλέξουμε για το Κ. Στην περίπτωση που Κ=Ν τότε ο 

εκτιμητής της μεθόδου cross validation είναι αμερόληπτος (unbiased) για το prediction error αλλά 

υπάρχει περίπτωση να έχουμε υψηλή διασπορά. 
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3.4 K-fold Cross Validation 

Η μέθοδος K-fold είναι μια εναλλακτική περίπτωση της LOOCV (η μέθοδος LOOCV που 

αναφέραμε είναι μια ειδική περίπτωση της k-fold) , ο τρόπος που αυτή η μέθοδος λειτουργεί είναι 

διαιρώντας το αρχικό σύνολο των παρατηρήσεων (data set) σε k υποομάδες (folds) ίσου μεγέθους. 

Έτσι διαλέγουμε το πρώτο από αυτές τις υποομάδες σαν validation set και προσαρμόζουμε το 

μοντέλο μας με τις υπόλοιπες (k-1) υποομάδες. Τότε υπολογίζουμε το μέσο τετραγωνικό σφάλμα 

1MSE για το k-οστο μέρος που αφήσαμε , αυτή η διαδικασία γίνεται k φορές . Αν αυτή η 

διαδικασία γίνεται k φορές οπότε έχουμε υπολογίσει τα 
1 2, ,..., kMSE MSE MSE  . Τότε η εκτίμηση 

της k-fold διασταυρωμένης επικύρωσης (cross validation) δίνεται από τον τύπο 

( )
1

1 k

ik
i

CV MSE
k =

=   

Αναφέραμε στην προηγούμενη παράγραφο τις συνηθέστερες τιμές για την k. 

Το πλεονέκτημα της μεθόδου cross – validation είναι πως μπορεί να εφαρμοστεί σε κάθε 

στατιστική μέθοδο ενώ η LOOCV λόγω των πολλών υπολογισμών που απαιτεί δεν ενδείκνυται 

για χρήση σε κάθε μέθοδο εκμάθησης ειδικά όταν ο αριθμός n είναι μεγάλος αλλά μόνο στην 

περίπτωση της απλής γραμμικής παλινδρόμησης.  

Όταν προχωράμε στην προσαρμογή του μοντέλου δεν γνωρίζουμε το πραγματικό μέσο 

τετραγωνικό σφάλμα MSE της μεθόδου οπότε δεν μπορούμε να χρησιμοποιήσουμε την μέθοδο 

cross validation ,όμως αν υπολογίσουμε το πραγματικό μέσο τετραγωνικό σφάλμα (true test MSE) 

η cross validation μπορεί να εφαρμοστεί.  

 

Με την εφαρμογή της cross validation ο στόχος μας είναι να δούμε πόσο πετυχημένη είναι η χρήση 

κάποιας μεθόδου σε ένα σύνολο δεδομένων και αυτό επιτυγχάνεται με την χρήση του μέσου 

τετραγωνικού σφάλματος MSE , τις περισσότερες φορές το μόνο που ψάχνουμε είναι να δούμε σε 

ποιο σημείο το γράφημα της καμπύλης του MSE σημειώνει την ελάχιστη τιμή της. Η χρήση της 

cross validation χρησιμοποιείται για τον έλεγχο διαφορετικών μεθόδων και διαφορετικών βαθμών 

με στόχο την εύρεση του μικρότερου τετραγωνικού σφάλματος. Άρα η θέση του ελαχίστου της 
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τιμής είναι σημαντική ενώ η πραγματική τιμή του μέσου τετραγωνικού σφάλματος συχνά δεν είναι 

η αληθινή . Παρόλα αυτά το γράφημα της μεθόδου cross validation συχνά είναι κοντά στην 

πραγματική κατάσταση (Εικόνα 12). 

 

Εικόνα 12. Παράδειγμα cross validation  , με μπλε χρώμα είναι η καμπύλη του πραγματικού σφάλματος , με μαύρο χρώμα η LOOCV 

και με πορτοκαλί η cross validation 
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3.5  Μέθοδος cross validation για προβλήματα ταξινόμησης 

Μέχρι τώρα αναφέραμε περιπτώσεις της μεθόδου cross validation που εφαρμόστηκε σε 

προβλήματα απλής παλινδρόμησης , το αποτέλεσμα της μεταβλητής Y ήταν ποσοτικό οπότε είχε 

νόημα η μέτρηση του σφάλματος. Όμως η μέθοδος cross validation μπορεί να φανεί χρήσιμη και 

σε προβλήματα ταξινόμησης που η τιμή της μεταβλητής Y είναι ποιοτική. 

Η μέθοδος θα λειτουργεί όπως πριν με μόνη διαφορά πως δεν θα χρησιμοποιεί το MSE σαν 

μονάδα μέτρησης του test error αλλά τον αριθμό των λάθος ταξινομημένων παρατηρήσεων, οπότε 

θα έχουμε  

 

( )
1

1

i

N

N rr
i

CV E
N =

=   

 

Έχοντας ορίσει ( )ˆ
i

i irr
E I y y=  . 

Θα δώσουμε ένα παράδειγμα με την εφαρμογή της λογιστικής για την εύρεση ενός ορίου 

απόφασης για την ταξινόμηση σε ένα πρόβλημα. Σε περίπτωση που χρησιμοποιήσουμε 

υψηλότερου βαθμού πολυώνυμα από τη μονάδα μπορούμε να πετύχουμε μικρότερο test error 

αφού αλλάζει η μορφή του συνόρου απόφασης. 

Έστω πως έχουμε ένα πρόβλημα λογιστικής παλινδρόμησης n-οστού βαθμού της μορφής  

 

2

0 1 1 2 1log .....
1

n

n n

p
X

p
   

 
= +  +  + + 

− 
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Εικόνα 13. Παράδειγμα λογιστικής παλινδρόμησης με χρήση πολυωνύμων μέχρι 4ου βαθμού 

 

Στο πρόβλημα της Εικόνας 13 με την παχιά μαύρη γραμμή συμβολίζουμε το σύνορο απόφασης 

που παράγεται από την μέθοδο της λογιστικής παλινδρόμησης και με την αραιή μώβ το σύνορο 

απόφασης από την μέθοδο του Bayes . Παρατηρούμε πως όσο ο βαθμός του πολυώνυμου 

μεγαλώνει η μέθοδος της λογιστικής παλινδρόμησης κάνει πιο αποδοτική ταξινόμηση . 

Το test error της μεθόδου Bayes για αυτή τη μέθοδο είναι 0.133 ενώ το test error με την εφαρμογή 

της λογιστικής παλινδρόμησης είναι 0.201 , 0.197 , 0.161 και 0.160 για πρώτο, δεύτερο ,τρίτο και 

τέταρτο βαθμό αντίστοιχα. 

Έτσι με την μέθοδο cross validation πρέπει να αποφασίσουμε τι βαθμού πολυώνυμο θα 

χρησιμοποιήσουμε . 
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Εικόνα 14. Γράφημα του σφάλματος και του βαθμού που χρησιμοποιεί η λογιστική παλινδρόμηση. 

 

Στο γράφημα της Εικόνας 14 με μαύρο χρώμα είναι η 10-fold cross validation μέθοδος και το error 

rate από την λογιστική παλινδρόμηση σαν συνάρτηση του βαθμού των πολυωνύμων που 

χρησιμοποιεί , το true test error είναι η καμπύλη με μπλε χρώμα και με καφέ χρώμα το test error.  

Βλέπουμε πως η μέθοδος 10-fold φτάνει σε ελάχιστο για τα πολυώνυμα τέταρτου βαθμού ενώ η 

καφέ γραμμή φτάνει σε ελάχιστο στα πολυώνυμα τρίτου βαθμού ,οπότε μπορούμε να πούμε πως 

η μέθοδος 10-fold είναι κοντά στον τρίτο βαθμό που παρουσιάζει το ελάχιστο σφάλμα. Όμως τα 

πολυώνυμα τρίτου ,τέταρτου ,πέμπτου και έκτου βαθμού παρατηρούμε πως παρουσιάζουν τιμές 

στο σφάλμα σχεδόν ίσες . 
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3.6 Κριτήρια απόδοσης μοντέλου  

 

Η ορθότητα (accuracy) μίας μεθόδου μας δείχνει το ποσοστό των προβλέψεων των μετρήσεων 

μας που αντιστοιχεί στην πραγματική κατάσταση αυτής . Η ακρίβεια (precision) μιας μεθόδου μας 

δείχνει το μέτρο στο οποίο επαναλαμβανόμενα πειράματα κάτω από τις ίδιες συνθήκες θα δώσουν 

το ίδιο αποτέλεσμα . Υπάρχει περίπτωση μια μέθοδος να είναι accurate αλλά όχι precise. Το 

ιδανικό για μία μέθοδο είναι να είναι accurate και precise. 

 

 

 

Εικόνα 15. Παράδειγμα ενός πίνακα σύγχυσης (confusion matrix) 

 

Στην περίπτωση ενός ταξινομητή και ενός παραδείγματος που έχουμε τέσσερεις πιθανές 

περιπτώσεις (Εικόνα 15) τα μεγέθη που μας ενδιαφέρουν είναι τα παρακάτω. 

 

• TP: Το αληθινό αποτέλεσμα είναι θετικό και η ταξινόμηση έχει δώσει θετικό ,τότε 

ονομάζεται αληθώς θετική. 

• FN: Το αληθινό αποτέλεσμα είναι θετικό και η ταξινόμηση έχει δώσει αρνητικό ,τότε 

ονομάζεται ψευδώς αρνητικό.  

• TN: Το αληθινό αποτέλεσμα είναι αρνητικό και η ταξινόμηση έχει δώσει αρνητικό ,τότε 

ονομάζεται αληθώς αρνητικό. 

• FP: Το αληθινό αποτέλεσμα είναι αρνητικό και η ταξινόμηση έχει δώσει θετικό ,τότε 

ονομάζεται ψευδώς θετικό. 
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Με βάση τον confusion matrix της Εικόνας 15 μπορούμε να ορίσουμε όλες τις απαραίτητες 

ποσότητες . 

• Ακρίβεια (Accuracy) : 
A D

A B C D

+

+ + +
 

• Ποσοστό λάθους ταξινόμησης (Misclassification error rate): 
B C

A B C D

+

+ + +
 

• Ακρίβεια (Precision): 
D

B D+
 

• True positive rate(Recall): 
D

C D+
 

• False positive rate : 
B

A B+
 

• True negative rate (Specificity): 
A

A B+
 

• False negative rate : 
C

C D+
 

 

Σαν ακρίβεια (accuracy) ορίζουμε τον λόγο των σωστά ταξινομημένων περιπτώσεων διά το 

πλήθος . 

 

TP TN
accuracy

TP FP FN TN

+
=

+ + +
 

 

Προφανώς κάθε μέθοδος έχει σαν στόχο accuracy κοντά στη μονάδα. 

 

Επίσης είναι εύκολο να δούμε πως το Misclassification error rate είναι ίσο με ( )1 accuracy−  . 
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Ορίζουμε την ακρίβεια (precision) σαν τον λόγο των αληθώς θετικών αποτελεσμάτων για όλα τα 

θετικά αποτελέσματα . 

TP
precision

TP FP
=

+
 

 

Ορίζουμε την ευαισθησία (sensitivity) ή  ποσοστό αληθώς θετικών αποτελεσμάτων (true positive 

rate) .  

 

TP
Sensitivity TPR

TP FN
= =

+
 

Ορίζουμε ως ειδικότητα (specificity) ή αληθώς αρνητικά αποτελέσματα το ποσοστό των 

αρνητικών δειγμάτων (true negative rate)  

 

TN
Specificity TNR

FP TN
= =

+
 

 

Ορίζουμε ως επιπολασμό (prevalence) τον λόγο των θετικών προς τον συνολικό πληθυσμό  

 

TP FN
PRV

P N

+
=

+
 

 

Μπορούμε να κατασκευάσουμε μια σχέση που συνδέει τις ποσότητες 

accuracy,sensitivity,specificity και prevalence . 

 

( )( ) ( )( )1accuracy sensitivity prevalence specificity prevalence= + −   
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3.7 Καμπύλη ROC 

 

Η πρώτη χρήση των καμπυλών ROC (Receiver Operating Characteristic) βρίσκεται στον 

Δεύτερο Παγκόσμιο Πόλεμο για την ανάλυση σημάτων ραντάρ. Είναι μια στατιστική τεχνική 

με πολλές εφαρμογές σε διαφορετικά πεδία. Η καμπύλη του ROC χρησιμοποιείται για την 

κατανόηση της ακρίβειας ενός αλγόριθμου ταξινόμησης. Μια καμπύλη ROC μέσω του 

γραφήματος της είναι ένα χρήσιμο εργαλείο για την επιλογή του κατάλληλου μοντέλου μέσω 

της γραφικής απεικόνισης ,της οργάνωσης και της επιλογής του κατάλληλου μοντέλου 

σύμφωνα με την αποδοτικότητα τους. Οι καμπύλες ROC έχουν μεγάλη χρήση στην 

απεικόνιση και την ανάλυση διαγνωστικών συστημάτων (Swets 1988). 

 Ένας από τους πρώτους που εφάρμοσε τις καμπύλες ROC στον κλάδο της μηχανικής μάθησης 

ήταν ο Spackman (1989) που χρησιμοποίησε τις τιμές των καμπυλών για την αξιολόγηση και 

εκτίμηση διαφορετικών αλγορίθμων μηχανικής μάθησης.  

Τα τελευταία χρόνια οι καμπύλες ROC έχουν γίνει ένα σημαντικό εργαλείο του κλάδου της 

μηχανικής μάθησης. Ένας από τους λόγους που έχει αποκτήσει μεγάλο έδαφος στη χρήση 

είναι η χρησιμότητα της καμπύλης ROC σε περιπτώσεις με ασύμμετρες κατανομές και άνισα 

ταξινομημένα σφάλματα (Fawcett 2003) , αυτά τα χαρακτηριστικά είναι σημαντικοί λόγοι που 

έχουν κάνει την καμπύλη ROC σημαντική στον κλάδο αφού λειτουργεί σε περιπτώσεις με 

άνισα κατανεμημένες κλάσεις .  

 

Το γράφημα της καμπύλης του ROC είναι μια γραφική παράσταση 2D που έχει για συντεταγμένες 

(X,Y)το (1-Specificity) και Sensitivity αντίστοιχα (ή ισοδύναμα οι συντεταγμένες κάθε 

ταξινομητή είναι (FPR,TPR)). Όσο οι τιμές του Sensitivity πλησιάζουν στο 1 (το ίδιο ισχύει και 

για την Area under the curve) τόσο καλύτερο θεωρείται ένα μοντέλο. 
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Εικόνα 16. Παράδειγμα καμπύλης ROC 

 

Η καμπύλη (Εικόνα 16) ουσιαστικά είναι το γράφημα της σωστής ταξινόμησης (Sensitivity) 

(άξονας Χ) και της λάθος ταξινόμησης (1- specificity)(άξονας Y). Το εμβαδό κάτω από την 

καμπύλη ROC παίρνει τιμές από 0.5 έως 1. 

Τώρα θα δώσουμε μια ερμηνεία για τις διάφορες τιμές της ROC. 

 

0.5 ,

0.5 0.7 ,

0.7 0.8 ,

0.8 0.9 ,

0.9 ,

ROC ώ ί ά

ROC ή ά

ROC ή ά

ROC ά ή ά

ROC ή ά

     

  
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Εικόνα 17. Παράδειγμα confusion matrix για πραγματική και υποθετική κατάσταση. 

 

 

Στην Εικόνα 17 βλέπουμε τα βασικά μεγέθη που είναι απαραίτητα για την κατασκευή της 

καμπύλης ROC που αναφέραμε αναλυτικά στη προηγούμενη παράγραφο. 

TP ά ά έ
TPR

P ύ ώ

   

  

  
= =

 
 

 

FP ά έ έ
FPR

N ύ ώ

    

  

  
= =

 
 

 

Sensitivity TPR

TN
Specificity

FP TN

=

=
+

 

 

Στην περίπτωση ενός  μοντέλου λογιστικής παλινδρόμησης, έχει μεγάλη ικανότητα στη πρόβλεψη 

όταν για χαμηλές τιμές της παράστασης (1-Specificity) το Sensitivity έχει υψηλές τιμές. Μια 

καμπύλη ROC περιγράφει την σχέση ανταλλαγής (trade off) μεταξύ  κέρδους (true positives) με 

το κόστος (false positives) (Fawcett 2003). 
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Εικόνα 18. Παράδειγμα με πέντε διαφορετικούς ταξινομητές 

Στο παραπάνω παράδειγμα (Εικόνα 18) έχουμε την αναπαράσταση πέντε διαφορετικών σημείων 

που το καθένα από αυτά αντιστοιχεί σε ένα διαφορετικό ταξινομητή. Για παράδειγμα το σημείο 

D αντιστοιχεί σε έναν τέλειο ταξινομητή. Σαν γενικό κανόνα έχουμε πως ανάμεσα σε δυο σημεία 

(ταξινομητές) καλύτερος είναι αυτός που έχει υψηλές τιμές True positive rate και χαμηλές τιμές 

False positive rate. 

 

Για να σχεδιάσουμε την καμπύλη ROC χρειαζόμαστε οι τιμές TPR (αριθμός σωστά θετικά 

ταξινομημένων ή TP/(TP+FN)), και οι τιμές του FPR (αριθμός λάθος ταξινομημένων 

FP/(FP+TN)) . Οι τιμές TPR μπαίνουν στον άξονα των y και οι τιμές FPR στον άξονα των x. 

Επίσης TPR=sensitivity και FPR=1-specificity ,αυτές οι δύο ονομασίες επίσης χρησιμοποιούνται. 

Αν ένας ταξινομητής τυχαία επιλέγει την θετική κλάση στις μισές περιπτώσεις τότε θα διαλέγει 

την αρνητική κλάση στις άλλες μισές ,τότε αυτό το σημείο στο γράφημα θα είναι το ( )0.5,0.5  . 

Αν επιλέγει στο 90% των περιπτώσεων την θετική κλάση αλλά θα επιλέγει κατά 90% την αρνητική 

κλάση και σαν σημείο θα είναι το ( )0.9,0.9  . Το γράφημα της ROC χωρίζεται σε δυο ισεμβαδικά 

χωρία με την βοήθεια της ευθείας y x=  , κάθε ταξινομητής που αναπαρίσταται σαν σημείο στο 
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κάτω δεξιό τρίγωνο είναι χειρότερος από την τυχαία επιλογή για αυτό και συνήθως αυτό το χωρίο 

είναι άδειο σε κάθε κενό στις περισσότερες στατιστικές αναλύσεις (Fawcett 2003) . 

 

Η καμπύλη ROC είναι για δισδιάστατη απεικόνιση για την απόδοση ενός ταξινομητή ,έτσι για να 

συγκρίνουμε πολλαπλές περιπτώσεις ταξινομητών χρειάζεται η χρήση κάποιου άλλου μέτρου με 

το επικρατέστερο μέτρο να είναι το εμβαδόν κάτω από τη καμπύλη AUC , για τις τιμές της AUC 

ισχύει 0 1AUC   . Έτσι κανένας πραγματικός ταξινομητής δεν πρέπει να έχει AUC μικρότερη 

του 0.5 (Fawcett 2003). 

 

Η AUC έχει μια σημαντική στατιστική ιδιότητα , η τιμή AUC ενός ταξινομητή είναι ίση με την 

πιθανότητα πως ο ταξινομητής θα κατατάξει ένα τυχαία θετικό παράδειγμα υψηλότερα από ένα 

τυχαίο αρνητικό παράδειγμα. Αυτή η ιδιότητα είναι το ισοδύναμο του Wilcoxon test of ranks 

(Hanley,McNeil 1982) . 

 

Επίσης η AUC έχει σχέση και με τον δείκτη Gini (Breiman ,Friedman ,Olshen ,Stone 1984). Οι 

Hand και Till (2001) απέδειξαν πως  

 

2 1Gini AUC=  −  
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Εικόνα 19. Το γράφημα αριστερά είναι δυο καμπύλες ROC με την Β να έχει μεγαλύτερο AUC απο την Α οπότε κα να είναι καλύτερη. 

Δεξιά έχουμε έναν διακριτό ταξινομητή Α και έναν πιθανοτικό ταξινομητή Β 

 

Στο παράδειγμα της Εικόνας 19 έχουμε δυο ταξινομητές Α,Β , στο πρώτο γράφημα (αριστερά) 

βλέπουμε πως ο ταξινομητής Β καταλαμβάνει μεγαλύτερο εμβαδό οπότε έχει μεγαλύτερη τιμή 

AUC και σαν αποτέλεσμα είναι αποδοτικότερος από τον ταξινομητή Α . 

 

Είναι πιθανό ένας ταξινομητής με μεγάλη τιμη AUC να έχει χειρότερα αποτελέσματα από έναν 

ταξινομητή με μικρότερη τιμή AUC. Στο παράδειγμα της Εικόνας 19 α ο ταξινομητής Β είναι 

καλύτερος του Α εκτός από την περίπτωση που έχουμε 0.6FPR   , σε αυτή την περίπτωση ο Α 

υπερτερεί .  

Όμως γενικά το εμβαδό κάτω από την καμπύλη AUC είναι ένα μέτρο σύγκρισης που έχει καλά 

αποτελέσματα στην πρόβλεψη. 
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Κεφάλαιο 4  Δεδομένα 

 

4.1  Παρουσίαση των δεδομένων μας 

 

Το σύνολο των δεδομένων μας αποτελείται από ένα δείγμα 1518 παρατηρήσεων που 

συμπληρώθηκαν από 1518 έφηβους κατοίκους κάποιας ευρωπαϊκής χώρας. Οι έφηβοι 

συμπλήρωσαν ένα ερωτηματολόγιο με έντεκα μεταβλητές με σκοπό της έρευνας να αναλυθεί και 

να βγουν συμπεράσματα σχετικά με την χρήση του διαδικτύου και των μέσων κοινωνικής 

δικτύωσης. 

Για τον σκοπό αυτό οι 1518 έφηβοι συμπλήρωσαν το ερωτηματολόγιο με τις 11 ερωτήσεις,αυτές 

θα είναι οι μεταβλητές του προβλήματος μας. 

 

Στο πρώτο μέρος της ανάλυσης των δεδομένων με την χρήση του μοντέλου της λογιστικής 

παλινδρόμησης θα προσπαθήσουμε να εκτιμήσουμε την τιμή της εξαρτημένης μεταβλητής 

Q37(θα εξηγήσουμε αναλυτικά παρακάτω τι είναι) και επεξηγηματικές μεταβλητές όλες τις 

υπόλοιπες. 

 

Η πρώτη μεταβλητή του συνόλου των δεδομένων μας είναι η μεταβλητή ID , η μεταβλητή αυτή 

είναι απλά ο αριθμός του ερωτηματολογίου οπότε δεν συνεισφέρει κάτι ουσιαστικό και θα 

αφαιρεθεί από το σύνολο των δεδομένων πριν αρχίσουμε την κατασκευή των μοντέλων μας και 

την προσαρμογή τους. 

 

Η δεύτερη μεταβλητή είναι η μεταβλητή Q1 , σκοπός της μεταβλητής Q1 είναι να γνωρίζουμε το 

φύλο του εφήβου που συμπληρώνει το ερωτηματολόγιο. 

Οι τιμές της μεταβλητής Q1 είναι 0 σε περίπτωση που συμπληρώνει το ερωτηματολόγιο κορίτσι 

και 1 σε περίπτωση που συμπληρώνει το ερωτηματολόγιο αγόρι. 
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Η τρίτη μεταβλητή του ερωτηματολογίου είναι η Q6 , σκοπός της μεταβλητής Q6 είναι η μέτρηση 

των επιδόσεων των συμμετεχόντων της έρευνας στο σχολείο. 

Η μεταβλητή  Q6 παίρνει τιμές ανάμεσα στο 1 και το 5. Σε περίπτωση που η Q6 έχει τιμή ίση με 

την μονάδα σημαίνει πως οι επιδόσεις του μαθητή στους βαθμούς του σχολείου είναι πολύ υψηλές 

,σε περίπτωση που η τιμή της Q6 είναι 5 σημαίνει πως οι επιδόσεις του μαθητή στους βαθμούς 

του σχολείου είναι πολύ χαμηλές. 

 

Η τέταρτη μεταβλητή είναι η μεταβλητή Q7 ,σκοπός της μεταβλητής Q7 είναι να καταγράψει αν 

ο έφηβος μένει και με τους δυο γονείς ή όχι (περίπτωση διαζυγίου, μονογονεϊκή οικογένεια ).    Η 

μεταβλητή Q7 έχει τιμές το 0 σε περίπτωση που δεν κατοικεί και με τους δυο γονείς και 1 σε 

περίπτωση που κατοικεί και με τους δυο γονείς. 

Η πέμπτη μεταβλητή είναι η Q19 , σκοπός της μεταβλητής Q19 είναι να καταγράψει αν ο έφηβος 

έχει αδέλφια ή όχι. 

Οι τιμές της μεταβλητής Q19 είναι 0 σε περίπτωση που ο έφηβος δεν έχει αδέλφια και 1 σε 

περίπτωση που έχει. 

 

Η έκτη μεταβλητή είναι η Q20 ,καταγράφει σε ηλικιακά έτη πότε ο έφηβος ήρθε για πρώτη φορά 

σε επαφή με το διαδίκτυο. 

 

Η έβδομη μεταβλητή είναι η Q37 ,σκοπός της μεταβλητής είναι να καταγράψει αν ο έφηβος έχει 

γνωρίσει κάποιον/κάποια μέσω διαδικτύου που δεν γνώριζε πριν . 

Οι τιμές της Q37 είναι 0 σε περίπτωση που δεν γνώριζε και 1 σε περίπτωση που γνώριζε. 
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Η όγδοη μεταβλητή είναι η Internal , η Internal μετράει τα προβλήματα συμπεριφοράς / 

εσωτερίκευσης (άγχος , στρες ,μαθησιακές δυσκολίες) , υψηλότερες τιμές της μεταβλητής Internal 

δείχνουν περισσότερα προβλήματα. 

 

Η ένατη μεταβλητή είναι η μεταβλητή External , η μεταβλητή External βαθμολογεί τα 

προβλήματα συμπεριφοράς / εξωτερίκευσης (επιθετικότητα) ,υψηλότερες τιμές της μεταβλητής 

External δείχνουν περισσότερα προβλήματα. 

 

Η δέκατη μεταβλητή είναι η Age , η μεταβλητή Age δείχνει την ηλικία του εφήβου. 

Η μεταβλητή Age παίρνει την τιμή 0 αν ο έφηβος έχει ηλικία 14-15 ετών και την τιμή 1 αν ο 

έφηβος έχει ηλικία 16-17 ετών. 

 

Η ενδέκατη μεταβλητή είναι η  IAT , η μεταβλητή IAT παίρνει τιμές έτσι ώστε να βαθμολογεί την 

υπερβολική χρήση του διαδικτύου και τον εθισμό σε αυτό. Μεγαλύτερη βαθμολογία της IAT 

δείχνει περισσότερα προβλήματα εθισμού. 

 

Το σύνολο των 1518 παρατηρήσεων που συμπληρώθηκαν από τους έφηβους θα χωριστεί σε δύο 

κομμάτια , το training set που θα χρησιμοποιηθεί για την προσαρμογή του μοντέλου και το test 

set που θα χρησιμοποιηθεί για να γίνει αξιολόγηση της προβλεπτικής ικανότητας του μοντέλου. 

 

Στόχος μας είναι το test set που θα αποτελείται από το 25% του συνόλου των παρατηρήσεων 

(οπότε θα έχει μέγεθος 0,25*1518) . Ο τρόπος που διαχωρίζεται το πλήθος των παρατηρήσεων 

είναι μέσω της ομοιόμορφης κατανομής στο διάστημα (0,1) , σε περίπτωση που η i-παρατήρηση 

έχει τιμή μικρότερη του 0.25 τότε ανήκει στο test set ενώ οι υπόλοιπες παρατηρήσεις πάνε 

αυτόματα στο training set. 
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Οι συνηθέστερες τιμές για την επιλογή του λόγου test set/training set είναι 0.2, 0.25 ή 0.3 ,για 

παράδειγμα στην Python η βιβλιοθήκη sklearn χρησιμοποιεί σαν default τιμή του λόγου 

test/training το 0.25 (Εικόνα 20). 

 

 

Εικόνα 20.Απεικόνιση του τρόπου διαχωρισμού του συνόλου των παρατηρήσεων 

 

 

Στην περίπτωση μας όμως επειδή η σειρά των παρατηρήσεων είναι τυχαία οπότε δεν χρειάζεται 

να χρησιμοποιήσουμε κάποια από τις γνωστές βιβλιοθήκες για train/test split ,αντίθετα μπορούμε 

να χρησιμοποιήσουμε σαν training set τις πρώτες παρατηρήσεις του 75% και σαν test set το 

υπόλοιπο 25% που απομένει. 

Άρα το training set μας θα αποτελείται από τα στοιχεία μέχρι την παρατήρηση 1138 και το test set 

από την παρατήρηση 1139 μέχρι 1518. 

Με την βοήθεια της R και την εντολή is.null() μπορούμε να ελέγξουμε αν στο σύνολο των 

παρατηρήσεων μας υπάρχουν τιμές που λείπουν ,με χρήση της εντολής επιβεβαιώνουμε πως δεν 

υπάρχουν ελλιπής τιμές στο σύνολο των δεδομένων μας.  
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 Πίνακας 1  

 
Trainingset Testset 

Q1 Απόλυτη Σχετική Απόλυτη Σχετική 

0 603 52.98% 212  55.78% 

1 535 47.02% 168 44.22% 

Σύνολο 1138 100% 380 100% 

 
    

 

Στον Πίνακα 1 έχουμε καταγράψει τις συχνότητες των τιμών της μεταβλητής Q1 που 

αντιπροσωπεύει το φύλο του ατόμου που συμπλήρωσε το ερωτηματολόγιο , παρατηρούμε πως τα 

αγόρια που απάντησαν ήταν περισσότερα. 

 

 Πίνακας 2  

 
Training set Test set 

    Q6 Απόλυτη Σχετική Απόλυτη Σχετική 

1 123 10.8% 47 12.3% 

2 411 36.11% 132 34.7% 

3 442 38.84% 157 41.3% 

4 152 13.3% 44 11.5% 

5 10 0.8% 0 0 

Σύνολο 1138 100% 380 100% 

 

Στον Πίνακα 2 κατασκευάσαμε ένα πίνακα συχνοτήτων για την μεταβλητή Q6 ,η μεταβλητή Q6 

μετράει τις επιδόσεις των ερωτηθέντων στους σχολικούς βαθμούς .Στην παρακάτω εικόνα (Εικόνα 

21) έχουμε κατασκευάσει τα barplots για τις μεταβλητές Q1,Q6.  
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Εικόνα 21. Barplot για τις μεταβλητές Q1 και Q6 

 

 

 Πίνακας 3  

 
Training set Test set 

Q7 Απόλυτη Σχετική Απόλυτη Σχετική 

0 212 18.6% 65 17.2% 

1 926 81.4% 315 82.8% 

Σύνολο  1138 100% 380 100% 

 

Στον Πίνακα 3 συχνοτήτων έχουμε καταγράψει τα δεδομένα για την μεταβλητή Q7 ,η μεταβλητή 

Q7 μετράει αν ο έφηβος μένει και με τους δυο γονείς του ή όχι . Παρατηρούμε πως και στο training 

και στο test set το 82% περίπου μένει με τους γονείς του. 
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 Πίνακας 4  

 
Training set Test set 

Q19 Απόλυτη Σχετική Απόλυτη Σχετική 

0 159 13,90% 45 11.8% 

1 979 86.1% 335 88.2% 

Σύνολο 1138 100% 380 100% 

 

Στον Πίνακα 4 συχνοτήτων έχουμε καταγράψει τα δεδομένα για την μεταβλητή Q19 ,η μεταβλητή 

Q19 μετράει αν ο έφηβος που συμπλήρωσε το ερωτηματολόγιο έχει αδέρφια ή όχι. Παρατηρούμε 

πως και στο training αλλά και στο test set το 86% και το 88% αντίστοιχα έχουν αδέλφια. Στην 

παρακάτω εικόνα (Εικόνα 22) κατασκευάσαμε τα barplots για τις μεταβλητές Q7,Q19 

 

 

Εικόνα 22. Barplot για τις μεταβλητές Q7 και Q19 
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 Πίνακας 5  

 
Training set Test set 

Q20 Απόλυτη Σχετική Απόλυτη Σχετική 

3 4 0,4% 1 0,3% 

4 7 0,6% 5 1,3% 

5 33 2,9% 11 2,9% 

6 64 3,0% 26 6,8% 

6.5 1 0,1% 
  

7 143 12,6% 43 11,3% 

7.5 1 0,1% 
  

8 188 16,5% 46 12,1% 

8.5 2 0,2% 
  

9 158 13,9% 63 16,6% 

10 294 25,8% 96 25,3% 

11 133 11,7% 47 12,4% 

12 70 6,2% 32 8,4% 

13 29 2,5% 32 8,4% 

14 8 0,7% 9 2,4% 

15 3 0,3% 1 0,3% 

Σύνολο 1138 100 380 100% 

 

Στον  Πίνακας 5 συχνοτήτων έχουμε καταγράψει τα δεδομένα της μεταβλητής Q20 ,η μεταβλητή 

Q20 καταγράφει την ηλικία που οι έφηβοι ήρθαν για πρώτη φορά σε επαφή με το διαδίκτυο και 

τα μέσα κοινωνικής δικτύωσης. 
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 Πίνακας 6  

 
Training set Test set 

Q37 Απόλυτη Σχετική Απόλυτη Σχετική 

0 353 31% 123 32% 

1 785 69% 257 68% 

Σύνολο 1138 100% 380 100% 

 

 

Στο Πίνακα 6 συχνοτήτων έχουμε καταγράψει τα δεδομένα της μεταβλητής Q37, η μεταβλητή 

Q37 καταγράφει αν ο έφηβος που απάντησε στο ερωτηματολόγιο είχε επαφή στο διαδίκτυο και 

στα μέσα κοινωνικής δικτύωσης με κάποιο άτομο που δεν γνώριζε από πριν. 

 

 

 

 Πίνακας 7  

 
Training set Test set 

   Age Απόλυτη Σχετική Απόλυτη Σχετική 

0 860 75% 289 76% 

1 278 25% 91 24% 

Σύνολο 1138 100% 380 100% 

 

Στον Πίνακα 7 έχουμε ένα πίνακα συχνοτήτων έχουμε καταγράψει τα δεδομένα της μεταβλητής 

Age ,η μεταβλητή Age καταγράφει την ηλικία των εφήβων που συμπλήρωσαν το ερωτηματολόγιο 

. Η Age έχει την τιμή 0 αν ο έφηβος είναι 14-15 ετών και 1 αν ο έφηβος είναι 16-17 ετών .Στην 

παρακάτω εικόνα (Εικόνα 23) κατασκευάσαμε τα barplots για τις μεταβλητές Q37,Age.  
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Εικόνα 23 Barplot για τις μεταβλητές Q37 και Age 

Για τις μεταβλητές Internal,External και IAT δεν έχει νόημα να κατασκευάσουμε πίνακες 

συχνοτήτων γιατί έχουν τιμές στα διαστήματα [0,68] , [0,55] και [0,92] αντίστοιχα.  

 

Το training set της μεταβλητής Internal έχει μέση τιμή ίση με 13.46 και διάμεσο ίση με 11. 

Το test set της μεταβλητής Internal έχει μέση τιμή ίση με 14.32 και διάμεσο ίση με 12. 

Το training set της μεταβλητής External έχει μέση τιμή ίση με 12.84 και διάμεσο ίση με 11. 

Το test set της μεταβλητής External έχει μέση τιμή ίση με 12.96 και διάμεσο ίση με 11. 

Το training set της μεταβλητής IAT έχει μέση τιμή ίση με 21.53 και διάμεσο ίση με 19. 

Το test set της μεταβλητής ΙΑΤ έχει μέση τιμή ίση με 22.78 και διάμεσο ίση με 20 .Στις παρακάτω 

εικόνες (Εικόνα 24,25,26) κατασκευάσαμε τα boxplots για τις μεταβλητές IAT,External και 

Internal.  
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Εικόνα 24. Boxplot για την μεταβλητή IAT 
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Εικόνα 25. Boxplot για την μεταβλητή External 

 



Σ ε λ ί δ α  | 101 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

 

Εικόνα 26. Boxplot για την μεταβλητή Internal 

Επίσης θα παραθέσουμε τα ιστογράμματα των μεταβλητών IAT,External και Internal  
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Εικόνα 27. Ιστογράμματα για τις μεταβλητές IAT,External ,Internal 

 

 

Παρατηρούμε πως η φύση των δεδομένων για αυτές τις τρείς μεταβλητές είναι προβληματική ,έτσι 

θα ήταν προτιμότερο να χρησιμοποιηθεί κάποιος μετασχηματισμός για την βελτίωση των 

δεδομένων μας.  

Οπότε οι τρεις αυτές μεταβλητές χρειάζονται κάποιον μετασχηματισμό , οι συνηθέστεροι 

μετασχηματισμοί είναι οι log() και ln() . Επειδή υπάρχουν μηδενικές παρατηρήσεις και είναι 

γνωστό πως ( )ln 0 = −  θα αλλάξουμε τον μετασχηματισμό σε ( )ln 1x +  . 
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Εικόνα 28. Ιστόγραμμα για τις IAT,External,Internal και Q20 

 

Τέλος η μεταβλητή Q20 καταγράφει την ηλικία (καταγεγραμμένη σε έτη) που ο έφηβος ήρθε για 

πρώτη φορά σε επαφή με το διαδίκτυο . 
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Στο test set η Q20 έχει μέση τιμή 9.072 και διάμεσο 9 . 

Στο test set η Q20 έχει μέση τιμή 9.111 και διάμεσο 9. 
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4.2  Προσαρμογή του μοντέλου με χρήση λογιστικής παλινδρόμησης 

 

 

Στόχος μας είναι η προσαρμογή του μοντέλου μας με την χρήση της λογιστικής παλινδρόμησης 

χρησιμοποιώντας την R. Η εξαρτημένη μεταβλητή που θέλουμε να προβλέψουμε στο πρόβλημα 

μας είναι η μεταβλητή Q37 χρησιμοποιώντας σαν επεξηγηματικές μεταβλητές όλες τις υπόλοιπες 

(Q1,Q6,Q7,Q19,Q20,Q37,Internal,External,Age,IAT). 

 

 

 Πίνακας 8   

 
Τιμή 

συντελεστή 

Τυπικό 

σφάλμα 

p-value 

Wald 

Σταθερός 

όρος 
-0,9978 0,455283 0,0507 

Q1 -0,21873 0,14847 0,14069 

Q6 0,07142 0,081133 0,37993 

Q7 0 ,08910 0,18051 0,6216 

Q19 -0,25349 0,20435 0,21481 

Q20 -0,10371 0,03612 0,00409 

Internal -0,13005 0,11684 0,26568 

External 0,54148 0,13148 3,83E-06 

Age 0,03196 0,16214 0,84376 

IAT 0,66092 0.09255 9,25E-13 

 

 

 

Στον παραπάνω πίνακα (Πίνακας 8) με την βοήθεια της R δημιουργήσαμε ένα μοντέλο λογιστικής 

παλινδρόμησης με σκοπό την πρόβλεψη της μεταβλητής Q37 , με την βοήθεια της R καταγράψαμε 
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τις τιμές των συντελεστών , το τυπικό τους σφάλμα και την p-value για τις εννιά μεταβλητές του 

μοντέλου. Στην πρώτη φάση το μοντέλο μας  περιέχει και τις εννιά μεταβλητές. 

Σύμφωνα με τις p-values του Wald test παρατηρούμε πως οι μεταβλητές IAT,External και Q20 

είναι στατιστικά σημαντικές. 

Με την βοήθεια της R μπορούμε να κατασκευάσουμε τα διαστήματα εμπιστοσύνης για τις 

παραμέτρους 
j  (Πίνακας 9). 

 

 Πίνακας 9  

  2,50% 97,50% 

Σταθερός όρος -2.04635 0.0041453 

Q1 -0,5101134 0,0722884 

Q6 -0,087842 0.231303 

Q7 -0,269016 0.439565 

Q19 -0,662228 0.140337 

Q20 -0,174991 -0,036612 

Internal -0,830362 0.225351 

External 0,284732 0.8007536 

Age -0,283232 0,355043 

IAT 1.1096268 1.945958 

 

Παρατηρούμε πως υπάρχουν μεταβλητές που το 95% διάστημα εμπιστοσύνης που 

κατασκευάσαμε περιέχουν το 0 ,κάτι που είναι λογικό από τον p-value έλεγχο που παρουσιάσαμε. 

Και για τα 95% διαστήματα εμπιστοσύνης των συντελεστών ( )exp j  (Πίνακας 10). 
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Πίνακας 10     

je


    2,50% 97,50% 

Σταθερός 

όρος 
0,129205 1,423408 

0,36868 

Q1 0,585703 1,04041 0,803568 

Q6 0,893447 1,22832 1,07403 

Q7 0,759338 1,53599 1,09319 

Q19 0,530618 1,16879 0,77608 

Q20 0,837871 0,96405 0,90148 

Internal 0.697242 1,10281 0,87805 

External 1,329406 2,22721 1,71854 

Age 0,758087 1,42624 1,03247 

IAT 1,619155 2,32825 1,93657 

 

 

Έχουμε αναφέρει πως στην περίπτωση δυαδικών δεδομένων η συνάρτηση deviance δεν είναι η 

κατάλληλη για την σύγκριση του μοντέλου σε σχέση με το κορεσμένο . 

Για αυτό θα χρησιμοποιήσουμε την ελεγχοσυνάρτηση Hosmer – Lemeshow που είναι κατάλληλη 

στην περίπτωση που έχουμε δυαδικά δεδομένα. Έτσι στην περίπτωση μας έχουμε  

 

2 10.991, 0.2022HLX p value= − =
 

 

Η παραπάνω τιμή του p-value μπορεί να κριθεί ικανοποιητική για την προσαρμογή του μοντέλου. 
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Οι Hosmer – Lemeshow (1980) προτείνουν για αριθμό g ομάδων τέτοιο g ώστε 1g p +  . Όπου 

p ο αριθμός των μεταβλητών του μοντέλου , η ελεγχοσυνάρτηση ακολουθεί την κατανομή 2

2g −
. 

 

Για το αρχικό μοντέλο που περιέχει όλες τις μεταβλητές μπορούμε να υπολογίσουμε και τον 

συντελεστή 2R  . Με την βοήθεια της R μπορούμε να υπολογίσουμε πως ο McFadden 2R  για το 

μοντέλο που περιέχει όλες τις μεταβλητές είναι ίσος με 2 0.09642965R =   . 

 

Στον πίνακα διαστημάτων εμπιστοσύνης για τους συντελεστές του μοντέλου μας παρατηρούμε 

πως κάποιες μεταβλητές (Q1,Q6,Q7,Q19,Age) περιέχουν το 0 ,επίσης οι τιμές P-value των 

μεταβλητών αυτών είναι μεγάλες (P-value > 0.05) έτσι πρέπει να ελέγξουμε αν πρέπει να 

αφαιρεθούν από το μοντέλο μας .  

Οπότε πρέπει να κατασκευάσουμε ένα νέο μοντέλο που δεν θα περιέχει τις Q1,Q6,Q7,Q19,Age. 

 

Οπότε το νέο μας μοντέλο θα έχει κάποιες νέες τιμές συντελεστών  
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 Πίνακας 11   

  Τιμή συντελεστή Τυπικό σφάλμα P-Value 

Σταθερός όρος -1,13878 0,44506 0,0105 

Q20 -0,09981 0,03556 0,005 

Internal -0,10182 0,11132 0,3604 

External 0,55003 0,12983 2,27E-05 

IAT 0,64613 0,09149 1,64E-12 

  

Με την χρήση της ελεγχοσυνάρτησης deviance μπορούμε να ελέγξουμε το νέο μοντέλο που 

αφαιρέσαμε τις στατιστικά μη σημαντικές μεταβλητές έναντι του πλήρους (Πίνακας 11) . Οπότε 

με την βοήθεια της R θα συγκρίνουμε το πλήρες μοντέλο έναντι του εναλλακτικού. O ANOVA 

έλεγχος επιβεβαιώνει με 0.5807p value− =  πως το δεύτερο μοντέλο είναι καλύτερο του πρώτου. 

Σε παρόμοια αποτελέσματα για την επιλογή του βέλτιστου μοντέλου μπορούμε να φτάσουμε και 

με την διαδικασία της διαδοχικής αφαίρεσης (backward elimination) (Πίνακας 12) . Στην 

διαδικασία αυτή αρχίζουμε με ένα μοντέλο που περιέχει όλες τις μεταβλητές και σε κάθε βήμα 

αφαιρεί μία μεταβλητή με βάση το κριτήριο AIC, το βέλτιστο μοντέλο θα είναι αυτό με την 

μικρότερη τιμή AIC. 

Πίνακας 12  

Μεταβλητή που αφαιρούμε Τιμή AIC 

Πλήρες 1293,51 

Age 1291,55 

Q7 1289,78 

Q6 1288,48 

Q19 1287,79 

Internal 1287,3 

Q1 1286,31 
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Τώρα με την χρησιμοποίηση του test set ,του μέρους του αρχικού συνόλου των δεδομένων που 

δεν είχαμε χρησιμοποιήσει αρχικά μπορούμε να αξιολογήσουμε την μέθοδο μας. Με την βοήθεια 

της R χρησιμοποιώντας το μοντέλο που καταλήξαμε μπορούμε να χρησιμοποιήσουμε το test set 

για να εκτιμήσουμε την πιθανότητα p̂  για κάθε μία από τις 380 παρατηρήσεις , αν ˆ 0.5p   τότε 

αυτό σημαίνει πως η μεταβλητή που θέλουμε να εκτιμήσουμε έχει την τιμή 1 (Q37=1) 

διαφορετικά αν ˆ 0.5p   έχουμε Q37=0. 

Το αποτέλεσμα για την ακρίβεια της μεθόδου στο test set είναι 70.2%. 

Η ίδια εργασία χρησιμοποιώντας όμως το training set μας οδηγεί σε ακρίβεια ίση με 71.44%. 

Τα αποτελέσματα συγκεντρωτικά μπορούμε να τα δούμε στους Πίνακες 11 και 12. 

Επίσης μπορούμε να κατασκευάσουμε τον confusion matrix (πίνακας σύγχυσης) για training και 

test set αντίστοιχα. 

 

 

 

 

 

 

 

 



Σ ε λ ί δ α  | 111 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

 

 

Πίνακας 13. Πίνακας σύγχυσης για πραγματικές και προβλεπόμενες τιμές της Q37 

 

 

 

 

 

 

 

Πίνακας 14. Πίνακας σύγχυσης για τις πραγματικές και τις προβλεπόμενες τιμές της Q37 για το training set 

 

 

 

  

0 1

0 30 20

1 93 237

Test set

Προβλεπόμενες

Πραγματικές

0 1

0 81 53

1 272 732

Training set

Προβλεπόμενες

Πραγματικές
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4.3 Προβλεπτική ικανότητα και καμπύλη ROC 

 

Με την καμπύλη του ROC μπορούμε να ελέγξουμε την προβλεπτική ικανότητα του μοντέλου μας 

, κριτήριο για το εάν ένα μοντέλο είναι καλό είναι το εμβαδόν κάτω από την καμπύλη να πλησιάζει 

την μονάδα .Για να είναι καλή η προβλεπτική ικανότητα του μοντέλου πρέπει για μικρές τιμές του 

( )1 Specificity−  το Sensitivity να έχει μεγάλες τιμές. 

 Θα παρουσιάσουμε τις καμπύλες ROC για το training και το test set των δεδομένων μας. 

 

 

 

Εικόνα 29. Καμπύλη ROC για το training set 

 

Στην Εικόνα 29 έχουμε το γράφημα της καμπύλης του ROC για το training set , το εμβαδόν κάτω 

από την καμπύλη είναι 0.7033AUC =  , όπως έχουμε αναφέρει η ελάχιστα τιμή για το εμβαδόν 



Σ ε λ ί δ α  | 113 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

κάτω από την καμπύλη είναι AUC=0.5 . Η τιμή AUC θα μπορούσε να χαρακτηρίσει την 

προβλεπτική ικανότητα του μοντέλου ικανοποιητική.  

 

Εικόνα 30. Καμπύλη ROC για το test set 

 

Στην Εικόνα 30 έχουμε το γράφημα της καμπύλης του ROC για το test set , το εμβαδόν κάτω από 

την καμπύλη είναι AUC=0.7255 ,όπως έχουμε αναφέρει η ελάχιστη τιμή για το εμβαδόν κάτω 

από τη καμπύλη είναι AUC=0.5 . Η τιμή AUC θα μπορούσε να χαρακτηριστεί ικανοποιητική για 

την προβλεπτική ικανότητα του μοντέλου.  
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4.4  Γραφήματα των υπολοίπων 

 

Σημαντικό εργαλείο για τον έλεγχο της καταλληλόλητας του μοντέλου της λογιστικής 

παλινδρόμησης είναι οι διαγνωστικοί έλεγχοι ,αρχικά θα υπολογίσουμε τα υπόλοιπα του μοντέλου 

και στη συνέχεια θα υπολογιστούν και θα παρασταθούν γραφικά τα υπόλοιπα Deviance (Εικόνα 

31) ,τα υπόλοιπα Pearson (Εικόνα 32) , τα υπόλοιπα πιθανοφάνειας (Εικόνα 33) και τέλος οι 

αποστάσεις Cook (Cook’s distance) (Εικόνα 34) . 

 

Εικόνα 31. Υπόλοιπα Deviance 
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Εικόνα 32. Υπόλοιπα Pearson 
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Εικόνα33.Υπόλοιπα πιθανοφάνειας

 

Εικόνα 34 Αποστάσεις Cook και των hat values 
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Στο γράφημα των υπολοίπων deviance (Εικόνα 31) με σύγκριση με τις εκτιμώμενες τιμές και στο 

δεύτερο γράφημα σε σχέση με τον αριθμό των δεδομένων παρατηρούμε ανεξαρτησία των 

παρατηρήσεων και καμία σημαντική απόκλιση από το σύνολο. Η ευθεία χωρίζει το γράφημα σε 

δύο μέρη ,στο κάτω μέρος είναι συγκεντρωμένες οι τιμές που η μεταβλητή Q37 παίρνει την τιμή 

0 και στο πάνω μέρος την τιμή 1.Στο πάνω μέρος οι τιμές συγκλίνουν στη μονάδα και το υπόλοιπο 

deviance πάει στο 0 ,αντίστοιχα και στο κάτω μέρος. 

 

Κατασκευάσαμε τα διαγράμματα υπόλοιπων πιθανοφάνειας ως προς ˆ
iih  και τα διαγράμματα των 

αποστάσεων Cook ως προς 
iih  για να εντοπίσουμε σημεία επιρροής (Εικόνα 34). Παρατηρούμε 

πως και στα δυο διαγράμματα δεν υπάρχουν σημεία επιρροής.  
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4.5  Χρήση δέντρων παλινδρόμησης  

 

Στην πρώτη μεθοδολογία με την χρήση δέντρων παλινδρόμησης θα δημιουργήσουμε ένα δέντρο 

παλινδρόμησης για να προβλέψουμε την τιμή της εξαρτημένης μεταβλητής ΙΑΤ. 

Θα χρησιμοποιήσουμε σαν επεξηγηματικές τις μεταβλητές    

Q1,Q6,Q7,Q19,Q20,Internal,Age,External χωρίς να χρησιμοποιήσουμε την επεξηγηματική 

μεταβλητή Q37 και με την χρήση της μεθόδου της R tree() θα δημιουργήσουμε ένα δέντρο 

παλινδρόμησης για την εκτίμηση της εξαρτημένης μεταβλητής ΙΑΤ. Και πάλι όπως στην 

περίπτωση της λογιστικής παλινδρόμησης θα χρησιμοποιήσουμε το training set (το 75% του 

αρχικού συνόλου των δεδομένων) για την προσαρμογή του δέντρου και το υπόλοιπο 25% για test 

set και αξιολόγηση της μεθόδου. Θα δημιουργήσουμε το δέντρο με την βοήθεια της εντολής 

βιβλιοθήκης της R tree(). 

 

Και θα λάβουμε σαν αποτέλεσμα  

 

Regression tree: 

tree(formula = IAT ~ . - Q37, data = train) 

Variables actually used in tree construction: 

[1] "External" "Internal" 

Number of terminal nodes:  4  

Residual mean deviance:  186.5 = 211500 / 1134  

Distribution of residuals: 

   Min. 1st Qu.  Median    Mean 3rd Qu.    Max.  

-34.580  -9.699  -1.917   0.000   7.301  75.080  

 

 

node), split, n, deviance, yval 

      * denotes terminal node 

 

1) root 1138 251100 21.53   

  2) External < 13.5 682 112100 17.31   
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    4) Internal < 26.5 665 101800 16.92 * 

    5) Internal > 26.5 17   6078 32.82 * 

  3) External > 13.5 456 108800 27.84   

    6) External < 29.5 408  81680 26.70 * 

    7) External > 29.5 48  21990 37.58 * 

 

 

 

 

Η εντολή tree() χρησιμοποιεί σαν μεταβλητές αυτές που θεωρεί τις σημαντικότερες και εξαιρεί 

τις υπόλοιπες , οι μεταβλητές που χρησιμοποιεί είναι οι μεταβλητές External και Internal. 

Θα χρησιμοποιήσουμε σαν επεξηγηματικές τις μεταβλητές  Q1, Q6, Q7, Q19,  Q20, Internal, Age, 

External χωρίς να χρησιμοποιήσουμε την επεξηγηματική μεταβλητή Q37 και με την χρήση   

Τώρα θα δώσουμε το γράφημα του δέντρου tree1 που κατασκευάσαμε (Εικόνα 35). 

 

 

Εικόνα 35. Δέντρο παλινδρόμησης για την πρόβλεψη της εξαρτημένης μεταβλητής ΙΑΤ 
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Με την χρήση της μεθόδου cross validation μπορούμε να δούμε πως το βέλτιστο δέντρο για το 

πρόβλημα μας χρησιμοποιεί τέσσερεις κόμβους  

 

$size 

[1] 4 3 2 1 

 

$dev 

[1] 223137.6 225496.3 227734.8 251588.3 

 

$k 

[1]      -Inf  4193.929  5088.359 30304.435 

 

$method 

[1] "deviance" 

 

attr(,"class") 

[1] "prune"         "tree.sequence" 

  

Και το γράφημα για την συνάρτηση deviance και μεγέθους είναι  
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Εικόνα 36. Γράφημα για deviance και μέγεθος δέντρου 

 

Παρατηρούμε πως για k=4 έχουμε την ελάχιστη τιμή της deviance (Εικόνα 36). 

Μπορούμε επίσης να δούμε για ποιο μέγεθος του δέντρου έχουμε την ελάχιστη τιμή του RMSE 

(Εικόνα 37). 
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Εικόνα 37. Γράφημα για την εύρεση της ελάχιστης τιμές του RMSE 

 

Τέλος μπορούμε να κάνουμε προβλέψεις χρησιμοποιώντας το test set , με την συνάρτηση predict() 

μπορούμε να συγκρίνουμε τις τιμές ŷ  του μοντέλου με τις πραγματικές τιμές του test set και 

παίρνουμε σαν αποτέλεσμα πως το μέσο τετραγωνικό σφάλμα MSE είναι ίσο με 196.02MSE =  

,οπότε η τετραγωνική ρίζα του MSE είναι ίση με 16 και αυτό σημαίνει πως το μοντέλο μας δίνει 

τιμές με απόκλιση ίση με 16 από την πραγματική διάμεσο της μεταβλητής ΙΑΤ (Εικόνα 37) . 

 

Εναλλακτικά μπορούμε να χρησιμοποιήσουμε την μέθοδο rpart()  , η μέθοδος rpart() χρησιμοποιεί 

μια παραπάνω μεταβλητή από την μέθοδο tree() και παίρνουμε σαν αποτέλεσμα  
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Εικόνα 38. Δέντρο παλινδρόμησης με την χρήση της μεθόδου rpart() 

Με την μέθοδο rpart() επιτυγχάνουμε μικρότερο μέσο τετραγωνικό σφάλμα αφού MSE=192.86 

Η επόμενη μέθοδος που θα εφαρμόσουμε είναι η μέθοδος Bagging , όπως έχουμε εξηγήσει η 

Bagging είναι ειδική περίπτωση της μεθόδου Random Forrest για m p=  . Στην περίπτωση μας 

έχουμε 8 επεξηγηματικές μεταβλητές άρα 8m =  . Με την βοήθεια της R και της εντολής 

randomForest()  και έχουμε σαν αποτέλεσμα  

 

Call: 

 randomForest(formula = IAT ~ . - Q37, data = train, mtry = 8,      importance 

= TRUE)  

               Type of random forest: regression 

                     Number of trees: 500 

No. of variables tried at each split: 8 

 

          Mean of squared residuals: 209.8191 

                    % Var explained: 4.92 
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Μπορούμε να κατασκευάσουμε ένα γράφημα που συγκρίνει τις προβλεπόμενες τιμές της ΙΑΤ σε 

σχέση με της τιμές του test set (Εικόνα 39) . 

 

 

Εικόνα 39. Σύγκριση εκτιμώμενων τιμών και test set 

Και να υπολογίσουμε το μέσο τετραγωνικό σφάλμα που είναι ίσο με 189.3663 , παρατηρούμε μια 

βελτίωση στο MSE αλλά και πάλι το αποτέλεσμα δεν μπορεί να χαρακτηριστεί ικανοποιητικό. 

Η επόμενη μέθοδος που θα εφαρμόσουμε είναι η μέθοδος RandomForest() χρησιμοποιώντας 
3

p
 

μεταβλητές. Με την εντολή randomForest() για αυτή την φορά έχουμε  

 

 

 

Call: 
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 randomForest(formula = IAT ~ . - Q37, data = train, mtry = 3,      importance 

= TRUE)  

               Type of random forest: regression 

                     Number of trees: 500 

No. of variables tried at each split: 3 

 

          Mean of squared residuals: 199.3137 

                    % Var explained: 9.68 

 

 

Εικόνα 40. Σύγκριση εκτιμώμενων τιμών και test set για την randomForest 
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Λαμβάνουμε μέσο τετραγωνικό σφάλμα ίσο με 185,108 ,σαφώς το αποτέλεσμα είναι βελτιωμένο 

σε σχέση με το απλό δέντρο παλινδρόμησης και την μέθοδο Bagging αλλά και πάλι δεν μπορεί να 

θεωρηθεί ικανοποιητικό (Εικόνα 40). 

 H R με τις εντολές importance() και varImpPlot() μας δίνει την δυνατότητα να ελέγξουμε την 

σημαντικότητα κάθε μεταβλητής για τις μεθόδους Bagging και Random Forest (Εικόνα 41,42) . 

 

 

Εικόνα 41. Σημαντικότητα των μεταβλητών για την μέθοδο bagging 
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Εικόνα 42. Σημαντικότητα μεταβλητών για την Random Forest 



Σ ε λ ί δ α  | 128 

 

ΠΤΥΧΙΑΚΗ ΕΡΓΑΣΙΑ: Κλασικές και σύγχρονες μέθοδοι παλινδρόμησης 

 

Η τελευταία μέθοδος που θα χρησιμοποιήσουμε θα είναι η μέθοδος Boosting για διαφορετικές 

τιμές της παραμέτρου   . Η R μας δίνει την δυνατότητα να χρησιμοποιήσουμε την μέθοδο 

 Boosting για διαφορετικό αριθμό δέντρων και τιμών του   . Θα δοκιμάσουμε την μέθοδο για 

0.01,0.05,0.1,0.5 =  (Εικόνα 43,44) .  

Αν υπολογίσουμε το μέσο τετραγωνικό σφάλμα του test set βλέπουμε πως η μέθοδος Boosting 

μας δίνει τα καλύτερα αποτελέσματα αφού λαμβάνουμε MSE 70.86 ,19.49 , 8.38 και 1.002 για 

τιμές της παραμέτρου 0.01,0.05,0.1,0.5 =  αντίστοιχα. 

 

Εικόνα 43. Αποτελέσματα μεθόδου boosting για λ=0.01 (πράσινο χρώμα) και λ=0.05 (κόκκινο χρώμα) 
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Εικόνα 44. Αποτελέσματα της μεθόδου Boosting για λ=0.1 (μπλέ χρώμα) και λ=0.5 (μαύρο χρώμα) 
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4.6 Ερμηνεία των αποτελεσμάτων 

     

Θα σχολιάσουμε από αποτελέσματα των διαφορετικών παραλλαγών δέντρων παλινδρόμησης που 

χρησιμοποιήσαμε για να προβλέψουμε την τιμή της εξαρτημένης μεταβλητής IAT. Η πρώτη 

μέθοδος που χρησιμοποιήσαμε είναι το απλό δέντρο παλινδρόμησης , η μέθοδος έκρινε 

σημαντικές δυο μεταβλητές ,τις μεταβλητές Internal και External με το μέγεθος του δέντρου να 

είναι ίσο με τέσσερα . Η μέθοδος του απλού δέντρου μας έδωσε μέσο τετραγωνικό σφάλμα ίσο 

με 196.02 αποτέλεσμα που δεν μπορεί να κριθεί ικανοποιητικό αφού το μοντέλο δίνει τιμές με 

απόκλιση 14 από τις πραγματικές τιμές της ΙΑΤ. 

Η δεύτερη μέθοδος που χρησιμοποιήσαμε είναι η μέθοδος Bagging ,μια ειδική περίπτωση της 

Random Forest που χρησιμοποιεί m p=  μεταβλητές. Η μέθοδος Bagging μας έδωσε σαν 

αποτέλεσμα MSE=189.366 αποτέλεσμα που δεν μπορεί να κριθεί ικανοποιητικό. 

Η τρίτη μέθοδος που χρησιμοποιήσαμε είναι η μέθοδος Random Forest , μια μέθοδος που 

χρησιμοποιεί 
3

p
m =  μεταβλητές. Η μέθοδος κρίνει πως οι σημαντικότερες μεταβλητές είναι οι 

Internal ,  External και η Q20 . Η μέθοδος Random Forest δίνει σαν αποτέλεσμα MSE=185,1 

αποτέλεσμα σαφώς βελτιωμένο από τα δυο προηγούμενα αλλά σε καμία περίπτωση δεν μπορεί 

να κριθεί ικανοποιητικό. 

Η τέταρτη και τελευταία μέθοδος που εφαρμόσαμε είναι η μέθοδος Boosting για διάφορες τιμές 

της παραμέτρου   . Πραγματοποιήσαμε την μέθοδο για τέσσερις διαφορετικές τιμές του   , για 

0.01,0.05,0.1,0.5 = . Για την πρώτη τιμή του   πήραμε σαν αποτέλεσμα MSE=70.86 

αποτέλεσμα σαφώς βελτιωμένο από τις προηγούμενες μεθόδους , για την δεύτερη τιμή του   

πήραμε σαν αποτέλεσμα MSE=19.49 αποτέλεσμα ακόμα καλύτερο για την τρίτη τιμή του   

πήραμε MSE=8.38 και για την τέταρτη τιμή του   πήραμε  MSE=1 αποτέλεσμα που μπορεί να 

κριθεί ικανοποιητικό και καλύτερο όλων των προηγούμενων.  
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