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Περίληψη

Η Εθνοφαρµακολογία είναι η επιστηµονική µελέτη της χρήσης ϕυτικών ϕαρµάκων α-
πό εθνικές οµάδες. Ούσα κλάδος της παραδοσιακής ιατρικής, ϑεωρείται ευρέως ως µία
εναλλακτική µέθοδος για συµπληρωµατική ϑεραπεία ασθενειών ακόµα και στους γνωστούς
ιατρικούς κλάδους του δυτικού κόσµου [1]. Ωστόσο, η αναζήτηση και η τεκµηρίωση - από
τους ίδιους τους επιστήµονες - της τοπικής γνώσης για συγκεκριµένες ιδιότητες των ϕυτών
καθίσταται αρκετά δύσκολη, δεδοµένου του όγκου της πληροφορίας που µοιράζεται στην
επιστηµονική ϐιβλιογραφία.

Απαίτηση της επιστηµονικής έρευνας είναι να µπορεί κάποιος να αναζητά αποδοτικά
κείµενα σχετικά µε το αντικείµενό του. Τέτοιου είδους προβλήµατα µπορούν να αντιµετω-
πιστούν ως προβλήµατα εστιασµένης αναζήτησης στο ∆ιαδίκτυο. Για την υποστήριξη των
ειδικών προτείνουµε την αξιοποίηση ευφυών συστηµάτων εστιασµένης αναζήτησης, γνωστά
ως focused crawlers. ΄Ενα τέτοιο σύστηµα λαµβάνει ως είσοδο µερικά αρχικά κείµενα/URLs
ή/και ορισµένες λέξεις-κλειδιά, τα οποία είναι όλα σχετικά µε ένα προκαθορισµένο ϑέµα
αναζήτησης. Στόχος του focused crawler είναι να ανακαλύψει και να εξάγει όσο το δυνατόν
περισσότερες σχετικές ιστοσελίδες µε το εν λόγω ϑέµα.

Στην παρούσα διπλωµατική εργασία, δηµιουργούµε ευφυή focused crawler συστήµατα,
έτσι ώστε αυτά να αποτελέσουν υποστηρικτικά εργαλεία για την ϐιβλιογραφική εθνοφαρµα-
κολογική αναζήτηση. Προτείνουµε το Πρότυπο Ερευνητή-Μαθητή στη Μηχανική Μάθηση,
µέσα από το οποίο αναπτύσσουµε έναν focused crawler δύο σταδίων. Στο πρώτο στάδιο,
συνιστούµε τη χρήση Ενεργού Μάθησης· το σύστηµα εκπαιδεύεται, ωστε να αναγνωρίζει εάν
ένα κείµενο είναι σχετικό µε το ϑέµα αναζήτησης, µε κατάλληλη ανατροφοδότηση (feed-
back) από τον ερευνητή. Στο δεύτερο στάδιο, προτείνουµε τη χρήση Ενισχυτικής Μάθησης,
ϑεωρώντας τον focused crawler ως έναν ευφυή πράκτορα. Ο πράκτορας εκτιµά το πόσο
ωφέλιµο είναι µακροχρόνια να επισκεφτεί καθένα από τα δυνατά URLs και επιλέγει τα πιο
υποσχόµενα από αυτά.

Στο πλαίσιο της Ενισχυτικής Μάθησης, µοντελοποιούµε το περιβάλλον ως µία Μαρ-
κοβίανη ∆ιαδικασία Λήψης Αποφάσεων, ϑεωρώντας κοινές αναπαραστάσεις ανάµεσα στις
καταστάσεις και τις δράσεις του πράκτορα. Τα χαρακτηριστικά των αναπαραστάσεων αποτε-
λούνται από τα διανύσµατα λέξεων (word embeddings) των τίτλων των αναφορών, στατιστικά
χαρακτηριστικά της ιστοσελίδας, λέξεις-κλειδιά ή/και εκτιµήσεις των προεκπαιδευµένων µο-
ντέλων του πρώτου σταδίου. Επιπροσθέτως, ϑεωρούµε περιπτώσεις στις οποίες το µοντέλο
Ενεργού Μάθησης, που εκπαιδεύτηκε στο πρώτο στάδιο, χρησιµοποιείται ως συνάρτηση
επιβράδευσης.

Αξιολογούµε το σύστηµά µας σε δύο διαφορετικά προβλήµατα αναζήτησης· ένα γενικό,
ϐασισµένο σε αρχικά κείµενα και ένα πιο ειδικό, ϐασισµένο σε αρχικά κείµενα και λέξεις-
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Περίληψη

κλειδιά. Συγκρίνουµε 6 διαφορετικά µοντέλα Ενεργού Μάθησης, όπως το MarginSVM και
το DoubleLSTM, 3 διαφορετικές κοινές αναπαραστάσεις ανάµεσα στις καταστάσεις και τις
δράσεις του πράκτορα (General/Keyword/Only NLP Representation) και 2 πράκτορες - τον
Deep Q Network (DQN) και τον Double DQN (DDQN).

Ο focused crawler δύο σταδίων µε χρήση των πρακτόρων DQN ή/και DDQN είναι πιο
αποτελεσµατικός σε σχέση µε επίπεδα αναφοράς, όπως το τυχαίο πιλοτικό τρέξιµο και ένας
άπληστος ντετερµινιστικός focused crawler που ορίζουµε. Τέλος, συγκρίνοντας τη µέθοδό
µας στο ειδικό πρόβληµα, µε την εκτιµώµενη ικανότητα του εµπειρογνώµονα για αναζήτηση
των αντίστοιχων κειµένων σε πραγµατικό χρόνο, ξεπερνάµε κατά 5,14 ϕορές την αποδοτι-
κότητα και 3,31 ϕορές την αποτελεσµατικότητα του ερευνητή.

Λέξεις Κλειδιά

Εστιασµένη ∆ιαδικτυακή Ανίχνευση, Ενισχυτική Μάθηση, Ενεργός Μάθηση, Επιβλεπόµενη
Μάθηση, Βαθιά Μάθηση, Deep Q-learning, Double Deep Q-learning, Αναδροµικά Νευ-
ϱωνικά ∆ίκτυα, Πολυεπίπεδα Perceptron, Μηχανές ∆ιανυσµάτων Υποστήριξης, Συµφωνία
Επισηµειωτών, Επιλογή Καλύτερου Μοντέλου, word2vec
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Abstract

Ethnopharmacology is the scientific study of ethnic groups and their use of herbal
medicines. It - being a particular field of traditional medicine - is now widely considered as
a promising alternative medicine for complementary treatment of the well-known western
world [1]. However, the search and documentation of indigenous knowledge on the use of
specific plant properties by the experts themselves is a very challenging task, taking into
account the volume of information shared through ethnopharmacological literature.

Scientific research requires anyone to be able to efficiently search for relevant docu-
ments related to their subjects. These kinds of challenges can be faced as Internet focused
search problems. To support experts, we propose the use of intelligent focused search
systems, known as focused crawlers. Typically, such a system receives a few initial seed
documents/URLs and optionally some keywords as input, all of which are relevant to a
predefined search topic. The goal of a focused crawler is to discover and output as many
relevant webpages as possible.

In the present thesis, we develop intelligent focused crawler systems, so that they
become supportive tools for the ethnopharmacological research. We propose a two-stage
Machine Learning focused crawler that follows a Researcher-Apprentice paradigm. In the
first stage, we recommend the use of Active Learning (AL); the system is trained to identify
the relevant documents by receiving feedback from the researcher, when that is needed.
In the second stage, we propose the use of Reinforcement Learning (RL), regarding the
focused crawler as an intelligent agent. The agent estimates how profitable would be to
follow the available URLs, in the long term, and selects the most promising ones.

In the RL framework, we model the focused crawler environment as a Markov Decision
Process (MDP), considering shared representations between the states and the actions of
the agent. The representation features consist of the publication title word embeddings,
statistical features extracted from the link structure, keywords and/or relevance predi-
ctions of the pretrained models from the first stage. Additionally, we consider cases where
the AL model, trained in the first stage, is used as the reward function.

We evaluate two different search problems; one general, based on initial seed docu-
ments and one more specific, based on initial seed documents along with keywords. We
compare 6 different AL models, such as the MarginSVM and the DoubleLSTM, 3 different
state-action shared representations (General/Keyword/Only NLP Representation) and 2
RL agents; the Deep Q-Network (DQN) and the Double DQN (DDQN).

The two-stage focused crawler with the use of DQN, as well as DDQN, agent is more
effective than baseline methods, such as random crawling and a greedy deterministic
focused crawler we defined. Finally, comparing our method on the more specific setting
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Abstract

to an estimated real-time researcher performance, we outperform 5.14 times the efficiency
and 3.31 times the effectiveness of the expert.

Keywords

Focused Crawling, Reinforcement Learning, Active Learning, Supervised Learning, Deep
Learning, Deep Q-learning, Double Deep Q-learning, Recurrent Neural Networks, Multi-
layer Perceptron, Support Vector Machines, Inter-annotator agreement, Model Selection,
word2vec
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Κεφάλαιο 1

Εισαγωγή

Η Εθνοφαρµακολογία αποτελεί τη µελέτη που αποσκοπεί στην παρατήρηση και τον
προσδιορισµό των ϕαρµακευτικών ιδιοτήτων, κυρίως των ϕυτών, µιας περιοχής.

Στόχο της αποτελεί η καταγραφή και η σύγκριση της χρήσης των ϑεραπευτικών ϕυτών ως µία
εναλλακτική, συνήθως, µεθόδο αντιµετώπισης συγκεκριµένων ασθενειών. Η χρήση τέτοιων
ϕυτών ταυτίζεται συχνά µε την παράδοση του κάθε τόπου και αποτελεί σηµαντικό στοιχείο
της κουλτούρας του, αφού µε ιδιαίτερα αξιοσηµειώτο τρόπο κάθε περιοχή συχνά εµφανίζει
πρωτότυπες συµπεριφορές ως προς τη χρήση συγκεκριµένων ϕυτών [9].

Λόγω της σηµαντικότητας των ιδιοτήτων ορισµένων ϕυτών και της σχέσης τους µε την
τοπική παράδοση, συχνά επιστήµονες εθνοφαρµακολόγοι επισκέπτονται πληθυσµούς, µε
σκοπό να καταγράψουν την εθνοφαρµακολογική και πολιτιστική τους σηµασία. Τα ϐασι-
κότερα ϐήµατα που περιλαµβάνει µια κλασική µέθοδος εθνοφαρµακολογικής έρευνας [10]
είναι τα ακόλουθα. Αρχικά, απαιτείται ο προσδιορισµός του τόπου µελέτης και των κοινω-
νικών οµάδων (πχ. ντόπιοι, Μικρασιάτες, Αρβανίτες κά) που ϑα συµµετάσχουν στη µελέτη.
Στη συνέχεια, ακολουθεί η πειραµατική προσέγγιση της µελέτης. Οι επιστήµονες συγκε-
ντρώνουν άτοµα και των δύο ϕύλων, από όλες τις κοινωνικές οµάδες, που ϑα συµµετέχουν
σε συνεντεύξεις, προκειµένου να δώσουν απαντήσεις σε ειδικά ερωτηµατολόγια. Συνήθως,
συλλέγεται µικρός αριθµός συµµετέχοντων, πχ 100 άτοµα. ΄Επειτα, ακολουθεί εξέταση και
διερεύνηση των ϕαρµακευτικών ιδιοτήτων των ϕυτών, µέσα από τις µαρτυρίες των συµµετέχο-
ντων και από διάφορες λογοτεχνικές ή ϐιβλιογραφικές αναφορές. ΄Οταν έχει ολοκληρωθεί το
πειραµατικό στάδιο και υπάρχει σηµαντική συλλόγη πληροφοριών, ξεκινά η ανάλυση της
έρευνας µέσω της χρήσης του Informant Consensus Factor (FIC) [11] και του υπολογισµού
του Use Value (UV) [12] για εξαγωγή αντίστοιχων συµπερασµάτων.

Ωστόσο, η µελέτη της εθνοφαρµακολογικής γνώσης, πέρα από την εξέταση της παραδο-
σιακής ιστορίας ενός τόπου, µπορεί να οδηγήσει στην εµφάνιση νέων ϕυσικών ϕαρµακευτι-
κών γνώσεων και προϊόντων, που συχνά προτιµώνται σε σχέση µε τα χηµικά για την κατα-
πολέµηση συγκεκριµένων ασθενειών ή παθηµάτων [9]. Επιπλέον, υπάρχουν ασθένειες που
καθιστούν επιτακτική την ανάγκη για χρήση ϕυσικών ϕαρµάκων για την αντιµετώπισή τους,
δεδοµένου πως τα υπάρχοντα χηµικά ϕάρµακα είτε παράγουν επικίνδυνες παρενέργειες για
την υγεία είτε δεν είναι αρκετά αποτελέσµατικά [9]. Ακόµα, ιδιαίτερα σηµαντική καθίστα-
ται η ορθή χρήση της Εθνοφαρµακολογίας έναντι των χηµικών ϕαρµάκων για ασθένειες ή
παθήσεις που δεν απειλούν τη Ϲωή, πχ. δερµατικά νοσηµατα, συνταγογράφηση ϕαρµάκων
για εγκύους κά. ΄Ετσι, είναι δεδοµένο πως περαιτέρω έρευνα πάνω στην εθνοφαρµακολογία
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µπορεί να οδηγήσει σε νέες καινοτόµες ϑεραπείες που χρησιµοποιούν συγκεκριµένα ϕυ-
τά για την αντιµετώπιση ασθενειών, τις οποίες σηµέρα δεν γνωρίζουµε καν οτι µπορεί να
ϑεραπεύσουν.

Παράλληλα, είναι γεγονός πως η καταγραφή της γνώσης γίνεται συχνά στο ∆ιαδίκτυο.
΄Ετσι, µεγάλο κοµµάτι της έκφρασης απόψεων σχετικές µε τα ϕυτά ϐρίσκεται διασκορπισµένη
στο ∆ιαδίκτυο και τα µέσα κοινωνικής δικτύωσης.

1.1 Κίνητρα Μελέτης

Για όλους τους παραπάνω λόγους καθίσταται αναγκαία, από τους επιστήµονες εθνοφαρ-
µακολογίας, η συλλογή ϐιβλιογραφικών αναφορών από το ∆ιαδίκτυο σχετικές µε ϕυτά που
έχουν παρατηρηθεί για την ευεργετική και ιατρική τους δράση. Ακόµη, ιδιαίτερο ενδιαφέρον
έχει και η αναζήτηση για ϕυτά που µέχρι στιγµής δεν συνδέονται εµφανώς µε καµία εθνο-
ϕαρµακολογική παράδοση, προκειµένου να διαπιστωθεί περεταίρω ϑεραπευτική δράση για
την καταπολέµηση ασθενειών και παθήσεων.

Πέραν τούτου, συζητώντας µε ειδικούς εθνοφαρµακολογίας, ϐεβαιωθήκαµε πως αυτοί
συχνά ϑα ήθελαν να περιορίσουν την αναζήτηση τέτοιων εθνοφαρµακολογικών αναφορών
σε συγκεκριµένα γεωγραφικά και πολιτισµικά πλαίσια, ώστε να έχουν µια πλήρη εικόνα
για την εθνοφαρµακολογική παράδοση των περιοχών αυτών. Επιπλέον, ιδιαίτερα σηµαντικό
για την αναζήτηση τους αποτελεί η εύρεση ϐιβλιογραφικών αναφορών που σχετίζονται µε
συγκεκριµένα ϕυτά, ή/και οικογένειες ϕυτών, που ϑεωρούν σηµαντικά για την µελέτη τους.
Ακόµα, ο ερευνητής, που ϑέλει να διεξάγει την έρευνα, µέχρι σήµερα αναζητά δηµοσιεύσεις
σε ϐιβλιογραφικές µηχανές αναζήτησης, όπως το PubMed [13], το Google Scholar [14] κ.ά.,
δίνοντας απλά λέξεις-κλειδιά (keywords). Αυτό έχει ως αποτέλεσµα µε αυτήν την αναζήτηση
να του εµφανίζονται µόνο δηµοσιεύσεις που περιέχουν αυτές τις λέξεις-κλειδιά ή συνδυασµό
τους, χωρίς ενδεχοµένως να λαµβάνονται υπόψιν επιµέρους προτεραιότητες αυτών των λέξεων
κλειδιών. Τέλος, υπάρχουν πολλές περιπτώσεις στις οποίες οι λέξεις-κλειδιά είτε δεν ειναι
διαθέσιµες στις δηµοσιεύσεις είτε δεν υπάρχουν στο αντίστοιχο διαθέσιµο κείµενο αυτών
(όπως σε τίτλους), µε αποτέλεσµα να µην επιστρέφονται αρκετές αναφορές που ϑα ενδιέφεραν
τον χρήστη.

Από την άλλη πλευρά, η τεχνολογική άνθηση της Τεχνήτης Νοηµοσύνης, και συγκεκρι-
µένα της Μηχανικής Μάθησης (Machine Learning) και της Βαθιάς Μάθησης (Deep Learn-
ing), έδωσε τη δυνατότητα για ανάπτυξη των αλληλεπιδράσεων µεταξύ των υπολογιστών και
της ανθρώπινης γλώσσας, µε άµεση συνέπεια την πρόοδο στο πεδίο της Επεξεργασίας Φυ-
σικής Γλώσσας (Natural Language Processing). ΄Ενας σκοπός της Επεξεργασίας Φυσικής
Γλώσσας είναι η ανάδειξη ειδικών αλγορίθµων για σηµασιολογική αναπαράσταση της αν-
ϑρώπινης γλώσσας και η εφαρµογή της σε συστήµατα εξόρυξης γνώσης και ανάκτησης πλη-
ϱοφορίας.

Παράλληλα, η πρόοδος της Βαθιάς Μάθησης έχει στρέψει τα τελευταία χρόνια το ερευνη-
τικό ενδιαφέρον πολλών επιστηµόνων για ανάπτυξη ευφυών συστηµάτων που καταφέρνουν
και επιδεικνύουν πολύ υποσχόµενες επιδόσεις σε προβλήµατα αποφάσεων, εξερεύνησης
λύσεων και αλληλεπιδράσεων µε τον άνθρωπο µέσω Ενισχυτικής Μάθησης. Με αυτόν τον
τρόπο, είµαστε σε ϑέση να δηµιουργούµε ευφυή συστήµατα που είναι αρκετά ικανά να µα-
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ϑαίνουν να αναζητούν χρήσιµη σηµασιολογική πληροφορία στο ∆ιαδίκτυο. Ταυτόχρονα τα
συστήµατα αυτά µπορούν να αντιλαµβάνονται σε ϐάθος τις αλληλεπιδράσεις µε τον χρήστη
και να εξάγουν επιθυµητά αποτελέσµατα, χωρίς να έχουν προγραµµατιστεί ϱητά εξαρχής για
αυτόν τον σκοπό.

1.2 Αντικείµενο της διπλωµατικής

΄Είναι σαφές ότι µια τέτοια απόπειρα από τους επιστήµονες για τη συλλογή µεγάλου α-
ϱιθµού ϐιβλιογραφικών αναφορών καθίσταται ιδιαίτερα δύσκολη και χρονοβόρα, δεδοµένου
και του χρόνου που απαιτείται για την ανάγνωση και κατανόηση των αντίστοιχων κειµένων.
Για αυτό το λόγο, είναι αναγκαίο να επιδιώξουµε αλλές πρακτικές, µέσω της δηµιουργίας
κατάλληλου συστήµατος, προκειµένου να υποστηριχθεί µε αυτοµατισµό η διαδικασία ανα-
Ϲήτησης των ϐιβλιογραφικών αναφορών. Κύριος στόχος µιας τέτοιας υλοποίησης είναι να
ελαχιστοποιηθεί ο συνολικός της χρόνος αναζήτησης αλλά και να εξάγονται άρτια αποτε-
λέσµατα µέσα στο χρόνο αυτό. Με άλλα λόγια, καλούµαστε το σύστηµα µας να εκτελεί µια
διαδικτυακή αναζήτηση αναφορών που στηρίζεται στις απαιτήσεις της εκάστοτε εθνοφαρµα-
κολογικής έρευνας.

΄Ενα σύστηµα που δέχεται ως είσοδο ένα επιλεγµένο ϑέµα µελέτης από το χρήστη και
προσπαθεί να ϐρει όσο το δυνατόν πιο σχετικές, µε αυτό το ϑέµα, ιστοσελίδες στο ∆ιαδίκτυο,
συχνά ϕέρει στη ϐιβλιογραφία την ονοµασία του προγράµµατος εστιασµένης διαδικτυακής
ανίχνευσης (focused crawler)[15], όπως ϑα δούµε και στο Κεφάλαιο 3.

Σκοπός της παρούσας διπλωµατικής εργασίας είναι η δηµιουργία ενός συστήµατος fo-
cused crawler µε Μηχανική Μάθηση, που ϑα αναζητά ϐιβλιογραφικές αναφορές στο ∆ια-
δίκτυο, σχετικές µε την εθνοφαρµακολογία. Λόγω των αναγκών για ιδιαίτερα στοχευµένη
αναζήτηση αναφορών που σχετίζονται µε συγκεκριµένα γεωγραφικά πλαίσια, αλλά και οικο-
γένειες ϕυτών ϑα σχεδιάσουµε ευφυή focused crawler συστήµατα που ϑα αντιµετωπίζουν
γενικά, καθώς και πιο ειδικά προβλήµατα αναζήτησης πάνω στον ερευνητικό τοµέα της εθνο-

ϕαρµακολογίας. Θα αναπτύξουµε το καθε focused crawler σύστηµα κάτω από την επίβλεψη
ειδικών εθνοφαρµακολογίας, που ϑα λειτουργήσουν ως εµπειρογνώµονες πεδίου (domain

experts). Αυτοί ϑα παρέχουν κατά την εκπαίδευση άµεση ανάδραση (feedback), όταν το
σύστηµα το ϑεωρεί αναγκαίο. ΄Ετσι, αυτό ϑα είναι σε ϑέση να προσαρµόζεται στις προτι-
µήσεις τους και να κατανοεί το πραγµατικό επίπεδο συνάφειας (relevance) µίας υποψήφιας
πηγής, σχετικά µε το επιθυµητό ϑέµα αναζήτησης. Επιπλέον, καλούµαστε το σύστηµα σε
κάθε πρόβληµα αναζήτησης, πέραν από το να µας επιστρέφει όσο το δυνατόν πιο σχετικές
ιστοσελίδες µε το ϑέµα µας, να χρήσιµοποιεί το ανθρώπινο feedback όσο το δυνατόν λιγότερο
αλλα παράλληλα µε ϐέλτιστο τρόπο ώστε να εκπαιδεύεται αποτελεσµατικά, όπως ϑα δούµε
και στη συνέχεια.

1.3 Συνεισφορές

Σε αυτή την εργασία, µοντελοποιούµε έναν καινοτόµο focused crawler δύο σταδίων µάθη-
σης που στοχεύει στην υποστήριξη της ερευνητικής αναζήτησης για εθνοφαρµακολογικές
αναφορές στο ∆ιαδίκτυο. Ο focused crawler µας χρησιµοποιεί Ενεργό Μάθηση (Active
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Learning) στο πρώτο στάδιο και Βαθιά Ενισχυτική Μάθηση (Deep Reinforcement Learning)
στο δεύτερο. Σε αντίθεση µε προηγούµενες µελέτες της ϐιβλιογραφίας, εµείς προτείνουµε το
συνδυασµό της Ενεργού µε Ενισχυτική Μάθηση, ώστε το σύστηµα να κατανοήσει αρχικά το
ϑέµα αναζήτησης, µε τη ϐοήθεια της ανάδρασης, και σε δεύτερο χρόνο να ψάξει µε αποδο-
τικό τρόπο για σχετικά κείµενα. Κατά αυτόν τον τρόπο, παραθέτουµε τις εξής συνεισφορές
µας :

• Προτείνουµε έναν αποτελεσµατικό και αποδοτικό focused crawler που αναζητά έναν
πολύ µεγάλο αριθµό ϐιβλιογραφικών αναφορών σχετικών µε την Εθνοφαρµακολογία.
Αναφέρουµε πως ένα τέτοιο εργαλείο δεν υπάρχει µέχρι σηµέρα, µε αποτέλεσµα η
εστιασµένη έρευνα στον τοµέα της Εθνοφαρµακολογίας να είναι ιδιαίτερα δύσκολη.

• Εισάγουµε το Πρότυπο Ερευνητή-Μαθητή στο focused crawling, και γενικότερα στην
Μηχανική Μάθηση, µε το οποίο µοντελοποιούµε την αρχιτεκτονική του ευφύους µας
συστήµατος.

• Χρησιµοποιούµε έναν καινοτόµο συνδυασµό Ενεργού και Ενισχυτικής Μάθησης πάνω
σε focused crawler που διαθέτει τα αντίστοιχα δύο στάδια µάθησης.

• ∆ηµιουργούµε ένα σύνολο δεδοµένων µεγέθους 1012 URLs µε αντίστοιχες επισηµει-
ώσεις, οι οποίες σχετίζονται µε ένα ειδικό ϑέµα αναζήτησης πάνω στην Εθνοφαρµακο-
λογία. Το σύνολο δεδοµένων αυτών περιέχει 3 διαφορετικές κλάσεις, που αναφέρονται
στη συνάφεια των δειγµάτων σε σχέση µε επιλεγµένα ϑέµατα αναζήτησης που ορίζουµε
στη συνέχεια.

• ∆ηµιουργούµε ένα δεύτερο σύνολο δεδοµένων µεγέθους 813 URLs µε δύο κλάσεις. Η
µία κλάση αφορά URLs αναφορών σχετικών µε την Εθνοφαρµακολογία και η δεύτερη
κλάση αφορά αναφορές οι οποίες δεν σχετίζονται καθόλου µε την ΕΘνοφαρµακολογία.

• ∆είχνουµε άλλη µία περίπτωση στην οποία η Βαθιά Μάθηση δίνει αρκετά ενθαρρυντικά
αποτελέσµατα σε σχέση µε µοντέλα κλασικής Μηχανικής Μάθησης, που λάβαµε ως
ϐασικής γραµµής (baseline), κατά τη διαδικασία της Ενεργού Μάθησης.

• Μοντελοποιούµε το περιβάλλον της Ενισχυτικής Μάθησης ως ένα µεγάλο Markov De-
cision Process (large MDP). Σε αυτό, καταφέρνουµε να µοντελοποιήσουµε το state σαν
έναν υπογράφο του Παγκοσµίου Ιστού ϑεωρώντας ως κόµβους του τις ιστοσελίδες και
ως ακµές του τα εκάστοτε URLs που εξάγονται από αυτές. Με αυτόν τον τρόπο, το state
περιέχει όλη τη διαδροµή που έχει διαγράψει ο focused crawler από το ξεκίνηµά του.
΄Ετσι, µε ένα ϑεµελειώδη τρόπο ενθαρρύνουµε το focused crawling µε χρήση Βαθιάς
Ενισχυτικής Μάθησης.

• Χρησιµοποιούµε την κοινή αναπαράσταση (state, action) που έχει ξαναχρησιµοποι-
ηθεί σε περιπτώσεις focused crawling µε Ενισχυτική Μάθηση. Από τη µεριά µας,
προτείνουµε αναπαραστάσεις που συνδυάζουν word embeddings, στατιστικά χαρα-
κτηριστικά, λέξεις-κλειδιά ή/και συνεχή χαρακτηριστικά που εξάγονται από νευρωνικά
δίκτυα.

32 ∆ιπλωµατική Εργασία



1.4 Οργάνωση του τόµου

1.4 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε έξι κεφάλαια : Στο Κεφάλαιο 2 δίνεται το ϑεωρητικό
υπόβαθρο των ϐασικών εννοιών που σχετίζονται µε τη διπλωµατική εργασία αυτή. Αρχικά,
δίνουµε µια µικρή εισαγωγή στις ϐασικές έννοιες και κατηγορίες της Μηχανικής Μάθησης.
Προχωράµε µε µοντέλα Επιβλεπόµενης Μάθησης που ϑα συναντήσουµε στη µελέτη µας.
Στη συνέχεια, αναφέρουµε ορισµένες ϑεωρητικές έννοιες της Ενεργού και της Ενισχυτικής
Μάθησης. Τέλος, περιγράφουµε σηµαντικές τεχνικές της Επεξεργασίας Φυσικής Γλώσσας
για την διαχείρηση κειµένων, µαζί µε ϐασικές έννοιες περί συµφωνίας επισηµειωτών και
στατιστικού ελέγχου. Στο Κεφάλαιο 3 περιγράφουµε ένα γενικό µοντέλο Focused Crawler,
µαζί µε σχετικές ϐιβλιογραφικές µελέτες για το ϑέµα αυτό, και στη συνέχεια δίνεται ένας
τυπικός ορισµός του προβλήµατος της εργασίας αυτής. Στο Κεφάλαιο 4 παρουσιάζονται
οι προτεινόµενές µας µέθοδοι για τη δηµιουργία ενός Focused Crawler δύο σταδίων. Στο
Κεφάλαιο 5 αναλύουµε µε λεπτοµέρεια την πειραµατική διαδικασία της εργασίας και πα-
ϱουσιάζουµε τα αντίστοιχα αποτελέσµατα που εξάγαµε. Τέλος, στο Κεφάλαιο 6 δίνεται µια
συγκεντρωτική παρουσίαση των γενικών συµπερασµάτων µας καθώς και µερικές σκέψεις
µας για µελλοντικές επεκτάσεις της µελέτης µας.
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Κεφάλαιο 2

Βασικές ΄Εννοιες

Στο κεφάλαιο αυτό παρουσιάζουµε τις απαραίτητες ϐασικές γνώσεις και το ϑεωρητικό
υπόβαθρο πάνω στο οποίο ϑα στηρίξουµε την µελέτη µας. Θα µιλήσουµε, αρχικά,

στην Ενότητα 2.1 για ϐασικές έννοιες της Μηχανικής Μάθησης, όπως η Επιβλεπόµενη και
η Μη Επιβλεπόµενη Μάθηση. Στην Ενότητα 2.2 ϑα αναφερθούµε σε συγκεκριµένα µο-
ντέλα Επιβλεπόµενης Μάθησης που ϑα χρησιµοποιήσουµε στο πειραµατικό κοµµάτι της
µελέτης µας. Στην Ενότητα 2.3, ϑα συζητήσουµε για την Ενεργό Μάθηση (Active Learn-
ing), ενώ στην Ενότητα 2.4 για την Ενισχυτική Μάθηση. Προχωρώντας, στην Ενότητα 2.5
ϑα περιγράψουµε ϑεωρητικές έννοιες της ∆ιαχείρησης Κειµένων και Επεξεργασίας Φυσι-
κής Γλώσσας. Τέλος, ϑα αναφερθούµε σε ορισµένες ϑεωρητικές έννοιες που αφορούν τη
στατιστική στήριξη των αποτελεσµάτων. ΄Ετσι, στις Ενότητες 2.6 και 2.7, ϑα µιλήσουµε για
περιπτώσεις που χρειαζόµαστε τη Συµφωνία Επισηµειωτών (Inter-Annotator Agreement) και
για το Στατιστικό Ελέγχο των αποτελεσµάτων της Μηχανικής Μάθησης, αντίστοιχα.

Σηµειώνουµε πως καθόλη την διάρκεια της εργασίας ϑα γράφουµε τα διανύσµατα µε
έντονο µαύρο χρώµα (bold), ώστε να τα διαχωρίζουµε από τα ϐαθµωτά µεγέθη.

2.1 Εισαγωγή στη Μηχανική Μάθηση

Η Μηχανική Μάθηση (Machine Learning) είναι ένα υποπεδίο της Επιστήµης των Υπο-
λογιστών (Computer Science) και ϑεωρείται υποσύνολο της Τεχνητής Νοηµοσύνης (Artificial
Intelligence). Ο πιο συνηθισµένος τρόπος να την εκφράσουµε είναι ο εξής : ¨Η ανάπτυξη
αλγορίθµων ώστε η µήχανη να ϐελτιώνεται αυτόµατα µέσα από εµπειρία, χωρίς ωστόσο αυτή
να έχει προγραµµατιστεί ϱητά για αυτό.¨ Ωστόσο, ένας επίσηµος ορισµός δόθηκε από τον
T.Mitchell:

΅Ενα πρόγραµµα υπολογιστή ϑεωρούµε ότι µαθαίνει από εµπειρία Ε ως προς µια κλάση
εργασιών Τ και ένα µέτρο επίδοσης Π, αν η επίδοσή του σε εργασίες της κλάσης Τ, όπως
αποτιµάται από το µέτρο Ρ, ϐελτιώνεται µε την εµπειρία Ε¨ [16].

Οι αλγόριθµοι της Μηχανικής Μάθησης τις περισσότερες ϕορές απαιτούν την υπάρξη
ενός συνόλου δεδοµένων, το οποίο περιέχει παρατηρήσεις για ένα συγκεκριµένο πρόβληµα,
και προσπαθούν να προβλέψουν ή να πάρουν αποφάσεις µε αυτοµατοποιηµένο τρόπο. Ορι-
σµένες κλασίκες εφαρµογές της αφορούν την ΄Οραση Υπολογιστών, την ταξινόµηση κειµένων
και την Επεξεργασία της Ανθρώπινης Γλώσσας, στις οποίες είναι εξαιρετικά δύσκολο ή/και
ακατόρθωτο να δηµιουργηθούν συµβατικοί αλγόριθµοι καθολικής χρησιµότητας.
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Οι κύριες κατηγορίες της Μηχανικής Μάθησης είναι η Επιβλεπόµενη, η Μη Επιβλε-
πόµενη Μάθηση και η Ενισχυτική Μάθηση. Για αυτές ϑα µιλήσουµε στις υποενότητες που
ακολουθούν.

2.1.1 Επιβλεπόµενη Μάθηση

Η Επιβλεπόµενη Μάθηση (Supervised Learning) είναι η διαδικασία µάθησης µιας συ-
νάρτησης µέσω της οποίας µπορεί να γίνει αντιστοίχηση µιας εισόδου σε µια καθορισµένη
έξοδο δεδοµένων δειγµάτων Ϲευγαριών της µορφής είσοδος-έξοδος. Η διαδικασία της Επι-
ϐλεπόµενης Μάθησης προϋποθέτει την ύπαρξη ένος συνόλου δεδοµένων, το οποίο περιλαµ-
ϐάνει επισηµειωµένες παρατηρήσεις (labeled data). Το σύνολο δεδοµένων αυτών αποτελεί το
σύνολο εκπαίδευσης (training set) της µάθησης. ΄Ενας αλγόριθµος Επιβλεπόµενης Μάθησης
αναλύει τα δεδοµένα του συνόλου εκπαίδευσης και συµπεραίνει µια συνάρτηση που µπορεί
να χρησιµοποιηθεί για να αντιστοιχήσει νέες παρατηρήσεις στις σωστές τους επισηµειώσεις.
Βέλτιστα, ένας αλγόριθµος Επιβλεπόµενης Μάθησης ϑα ϑέλαµε να προβλέπει σωστά τις επι-
σηµειώσεις (labels) ακόµη και για παρατηρήσεις που δεν έχει δει προηγουµένως.

Στο σχήµα 2.1 αναπαριστούµε µια τυπική διαδικασία Επιβλεπόµενης Μάθησης. Θεωρο-
ύµε ότι ένας Oracle, πχ ένας άνθρωπος, επισηµειώνει ένα σύνολο παρατηρήσεων U, ώστε να
προκύψει το επισηµειωµένο σύνολο δεδοµένων L. Στην συνέχεια, πάνω στο L εκπαιδεύεται
κάποιο µοντέλο y µε Επιβλεπόµενη Μάθηση. Τυπικά, µία είσοδος X , ϑα έχει ως έξοδο του
µοντέλου το Y = y(X ).

Σχήµα 2.1: ∆ιαδικασία Επιβλεπόµενης Μάθησης

Οι δύο υποκατηγορίες της Επιβλεπόµενης Μάθησης είναι η ταξινόµηση (classification)
και η παλινδρόµηση (regression). Στην ταξινόµηση, το πρόβληµα περιέχει ως επισηµει-
ώσεις κλάσεις, δηλαδή κατηγορίες της ταξινόµησης. ΄Ετσι, το µοντέλο εκπαιδεύεται στο να
προβλέπει τη σωστή κλάση της εισόδου. Στην παλινδρόµηση, το πρόβληµα περιέχει ως ε-
πισηµειώσεις συνεχείς τιµές και το µοντέλο εκπαιδεύεται ώστε να προβλέπει την τιµή που
αντιστοιχεί στην είσοδο.
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2.1.2 Μη Επιβλεπόµενη Μάθηση

Η Μη Επιβλεπόµενη Μάθηση (Unsupervised Learning) είναι η µάθηση στην οποία τα
δεδοµένα δεν είναι επισηµειωµένα (unlabeled data). Ειδικότερα, προσπαθεί να εντοπίσει
µοτίβα στο σύνολο των παρατηρήσεων που δεν έχουν εντοπιστεί. Σε αντίθεση µε την Επιβλε-
πόµενη Μάθηση που χρησιµοποιεί κατά πολύ τον ανθρώπινο παράγοντα για τις καταγραφή
των επισηµειώσεων, η Μη Επιβλεπόµενη συνήθως τον χρειάζεται πιο έµµεσα: για την εύρε-
ση του συνόλου παρατηρήσεων και για την αξιολόγηση της χρησιµότητας των παραγόµενων
αποτελεσµάτων.

∆εδοµένου πως δεν υπάρχουν επισηµειώσεις, η Μη Επιβλεπόµενη Μάθηση σκοπεύει να
µάθει την εσωτερική δόµη ή την οργάνωση των παρατήρησεων στον χώρο των χαρακτηρι-
στικών τους (feature space). Η συνηθέστερη υποκατηγορία της αφορά την συσταδοποίηση
(clustering) των παρατηρήσεων· αυτές οµαδοποιούνται µε ϐάση τα χαρακτηριστικά τους.
Στην συσταδοποίηση, ένα µέτρο οµοιότητας εξετάζεται ώστε να οµαδοποιήθούν οι παρατη-
ϱήσεις εισόδου σε συστάδες (clusters). Ωστόσο, πολλές ϕορές είναι δύσκολος ο προσδιορι-
σµός του ακριβέστερου αριθµού συστάδων που χρειάζεται.

Μια άλλη υποκατηγορία της Μη Επιβλεπόµενης Μάθησης είναι τα Παραγωγικά Μοντέλα
(Generative Models)· λαµβάνουν τις µη επισηµειωµένες παρατηρήσεις σαν είσοδο και ε-
πιστρέφουν νέες παραγώµενες προερχόµενες από την ίδια κατανοµή. Με αυτόν τον τρόπο,
τέτοια µοντέλα µαθαίνουν την οργάνωση και την δοµή των παρατηρήσεων, µε σκοπό να
παράξουν νέες πανοµοιότυπες.

2.1.3 Ενισχυτική Μάθηση

Στην ΕνισχυτικήΜάθηση (Reinforcement Learning ή RL) υπάρχει ένας ευφυής πράκτο-
ϱας (agent), ο οποίος ¨ζει¨ σε ένα περιβάλλον (environment). Το περιβάλλον παρέχει κατα-
στάσεις (states). Ο πράκτορας µπορεί κάθε στιγµή να ϐρίσκεται σε µία κατάσταση. ΄Οταν
ο πράκτορας ϐρίσκεται σε µία κατάσταση, το περιβάλλον του παρέχει δράσεις (actions), τις
οποίες µπορεί να επιλέξει. ΄Οταν ο πράκτορας επιλέγει κάποια δράση, τότε µετακινείται σε
κάποια άλλη κατάσταση. Η µετακίνησή του αυτή ανταµοίβεται από το περιβάλλον µε µία
επιβράβευση (reward). Σκοπός του πράκτορα είναι να µεγιστοποιήσει το µελλοντική συσ-
σωρευτική επιβράβευση. Μια τέτοια συµπεριφορά του περιβάλλοντος συνήθως εκφράζεται
τυπικά µε το Markov Decision Process (MDP), όπως ϑα συζητήσουµε στην συνέχεια. Η
διαδικασία που περιγράψαµε παραπάνω απεικονίζεται στο Σχήµα 2.2.

Μπορούµε να ϕανταστούµε ένα πρόβληµα της Ενισχυτικής Μάθησης σαν ένα παιχνίδι,
όπου ο πράκτορας είναι ο παίκτης που προσπαθεί να παίξει ϐέλτιστα το παιχνίδι. Ο πράκτο-
ϱας - παίκτης - ϐρίσκεται σε µία κατάσταση, πχ µία πίστα ή ένα στιγµιότυπο του παιχνιδιού,
και µπορεί να επιλέξει κάποιες δράσεις, πχ. κινήσεις. Σκοπός του είναι να ανακαλύψει
µία ϐέλτιστη στρατηγική (policy) ώστε µε σωστή αλληλουχία κινήσεων να κερδίσει µε τον πιο
κερδοφόρο τρόπο το παιχνίδι.

Η Ενισχυτική Μάθηση διαφέρει από την Επιβλεπόµενη Μάθηση στο ότι δεν χρειάζονται
επισηµειωµένα Ϲευγάρια είσοδος-έξοδος. Επίσης, δεν απαιτείται οι υποβέλτιστες δράσεις
να είναι ϱητά σωστές. Αντίθετα, ο πράκτορας καλείται να ϐρει µια ισορροπία µεταξύ της
εξερεύνησης και της εκµετάλλευσης της τρέχουσας γνώσης για το πρόβληµα.

∆ιπλωµατική Εργασία 37



Κεφάλαιο 2. Βασικές ΄Εννοιες

Σχήµα 2.2: ∆ιαδικασία Ενισχυτικής Μάθησης. Πηγή [2]

2.2 Μοντέλα Επιβλεπόµενης Μάθησης

Στην ενότητα αυτή, ϑα συζητήσουµε για τα µοντέλα Επιβλεπόµενης Μάθησης που ϑα
συναντήσουµε στην παρούσα διπλωµατική εργασία.

΄Οπως συζητήσαµε και προηγουµένως, στην Επιβλεπόµενη Μάθηση τυπικά έχουµε να
αντιµετωπίσουµε το εξής πρόβληµα: ∆εδοµένων των παρατηρήσεων xi , πλήθους N , µε
i ∈ [1, N], του συνόλου εκπαίδευσης και των επισηµειώσεών τους ti , ϑέλουµε να ϐρούµε
µία συνάρτηση y ώστε ιδανικά για κάθε παρατήρηση x µε πραγµατική επισηµείωση t, να
ικανοποιείται y(x) = t. Από εδώ και στο εξής ϑα αναφερόµαστε σε µία παρατήρηση µε
x, όπου x ϑα είναι το διάνυσµα αυτής της παρατήρησης, και µε t στην αντίστοιχη επιση-
µείωσή της. Η συνάρτηση y, περιέχει παραµέτρους w, τις οποίες ϑέλουµε να ϐρούµε ώστε
λύσουµε το παραπάνω πρόβληµα. Στην Επιβλεπόµενη Μάθηση, οι παράµετροι w ϐρίσκονται
ελαχιστοποιώντας µία συνάρτηση κόστους L(w) ως προς w.

2.2.1 Μηχανές ∆ιανυσµάτων Υποστήριξης

Στην υποενότητα αυτή ϑα µιλήσουµε για έναν πολύ διαδεδοµένο κλασικό αλγόριθµο
Μηχανικής Μάθησης, τις Μηχανές ∆ιανυσµάτων Υποστήριξης (Support Vector Machines

ή SVM [17]).

Ο SVM προσπαθεί να λύσει το πρόβληµα της ταξινόµησης µέσα από την έννοια του
περιθωρίου (margin). Ως margin ορίζεται η µικρότερη απόσταση µεταξύ του περιθωρίου
απόφασης (decision boundary) και οποιωνδήποτε σηµείων των παρατηρήσεων. Το περιθώριο
απόφασης αποτελεί την περιοχή στον χώρο των χαρακτηριστικών στην οποία το µοντέλο είναι
διφορούµενο ως προς την πρόβλεψη της εισόδου. ΄Ετσι, ο SVM προσπαθεί να ϐρει εκείνο το
margin για τα δεδοµένα εκπαίδευσής του, ώστε αυτό να είναι το µέγιστο δυνατό. Με άλλα
λόγια, διαλέγει για περιθώριο απόφασης εκείνο που µεγιστοποιεί το margin.

Θεωρούµε την περίπτωση του προβλήµατος της δυαδικής ταξινόµησης, ώστε για την
πρώτη κλάση να ισχύει t=1 και για την δεύτερη t=-1. ΄Εχουµε την την περίπτωση γραµµικού
µοντέλου της µορφής

y(x) = w
Tφ(x) + b (2.1)

όπου φ(x) είναι µία συνάρτηση µεταφοράς σε νέο χώρο χαρακτηριστικών και το b η παράµε-
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τρος για την προκατάληψη του µοντέλου (bias). Η συνάρτηση φ µετατρέπει την είσοδο σε
ένα διάνυσµα µεγαλύτερης διαστατικότητας. ΄Ετσι, σηµεία στο χώρο των χαρακτηριστικών
ταξινοµούνται µε ϐάση το πρόσηµο του y. Εάν είναι ϑετικό τότε ταξινοµούνται στην κλάση
που αντιστοιχεί στο t=1, αλλιώς στην κλάση για t=-1.

Η κάθετη απόσταση r ενός σηµείου x από το υπερεπίπεδο που ορίζει η εξίσωση y(x) = 0
δίνεται από τον τύπο

r =
|y(x)|
||w||

(2.2)

Θεωρώντας πως ϑέλουµε µόνο εκείνες τις λύσεις που ταξινοµούν σωστά όλα τα δείγµατα
εκπαίδευσης xn, έχουµε tny(xn) > 0 για όλες τις παρατηρήσεις του συνόλου εκπαίδευσης.
Η απόσταση ενός σηµείου xn από το περιθώριο απόφασης (decision boundary) είναι

tny(xn)
||w||

=
tn

(
w
Tφ(xn) + b

)
||w||

(2.3)

΄Ετσι, το margin είναι η κάθετη απόσταση στο κοντινότερο xn. ΄Αρα, σκοπός είναι να το
µεγιστοποιήσουµε ϐελτιστοποιώντας τις παραµέτρους w και b. Το µέγιστο margin δίνεται
από την λύση της

argmax
w,b

1
||w||

min
n

[
tn

(
w
Tφ(xn + b)

)]
(2.4)

∆εδοµένου πως έχουµε ϑεωρήσει πως όλα τα σηµεία εκπαίδευσης ϑα ταξινοµούνται σω-
στά, δηλαδή ϑα είναι γραµµικά διαχωρίσιµα στον νέο χώρο χαρακτηριστικών µέσω της συ-
νάρτησης φ, όλα τα σηµεία ϑα τηρούν τον περιορισµό

tn
(
w
T (xn + b

)
≥ 1 (2.5)

για κάθε n = 1, 2, ..., Ν, ϑεωρώντας πως η ισότητα ισχύει για εκείνα τα σηµεία που ϐρίσκονται
σε ελάχιστη απόσταση από την περιθώριο απόφασης. Από αυτό λαµβάνουµε ότι η ισότητα
αυτή ϑα ισχύει πάντα για τουλάχιστον ένα σηµείο, δηλαδή το πιο κοντίνο. Την παραδοχή
αυτήν µπορέσαµε και την πήραµε από το γεγονός ότι αν ϑέσουµε για w το kw και για b το
kb, τότε η απόσταση κάθε σηµείου από το περιθώριο απόφασης παραµένει σταθερή.

Κατά αυτόν τον τρόπο, τελικά αυτό που ϑέλουµε, είναι να µεγιστοποιήσουµε το 1
||w||

. Αυτό
όµως συνεπάγεται να ελαχιστοποιήσουµε το ||w||2. Ισοδύναµα, το πρόβληµά µας είναι να
λύσουµε το

argmin
w,b

1
2
||w||2 (2.6)

Ωστόσο, αυτό είναι ένα τετραγωνικό πρόβληµα, δεδοµένου πως έχουµε να ελαχιστοποι-
ήσουµε µία τετραγωνική συνάρτηση ως προς γραµµικούς ανισοτικούς περιορισµούς. ΄Ετσι,
χρειαζόµαστε τους συντελεστές Lagrange an ≥ 0, για κάθε περιορισµό της παραπάνω ανι-
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σότητας. Με αυτόν τον τρόπο, προκύπτει η συνάρτηση

L(w, b, a) =
1
2
||w||2 −

N∑
n=1

an[tnwTφ(xn + b) − 1] (2.7)

Παραγωγίζοντας την αυτήν ως προς w και ως προς b παίρνουµε αντίστοιχα

w =

N∑
n=1

antnφ(xn) (2.8)

0 =
N∑
n=1

antn (2.9)

΄Ετσι, προκύπτει η διυκή (dual) αναπαράσταση και ανάγουµαι το πρόβληµα στο να µεγι-
στοποιήσουµε την

l(a) =
N∑
n=1

an −
1
2

N∑
n=1

N∑
m=1

anam tntmk(xn, xm) (2.10)

όπου η k είναι η συνάρτηση πυρήνα (kernel function) και a = {a1, ..., an}. Η συνάρτηση
πυρήνα ορίζεται ως εξής

k(xi , xj) = φ(xi)Tφ(xj) (2.11)

Με αυτόν τον τρόπο, η συνάρτηση του y(x) µετασχηµατίζεται ανάλογα χρησιµοποιώντας την
συνάρτηση πυρήνα και τους συντελεστές Lagrange, και δίνεται από την σχέση

y(x) =
N∑
n=1

antnk(x, xn) + b (2.12)

Μία συνάρτηση πυρήνα που ϑα µας απασχολήσει είναι ο πυρήνας RBF, του οποίου η
συνάρτηση δίνεται από την σχέση

k(x,y) = e−γ ||x−y||2 (2.13)

οπου το γ είναι κάποιος ϑετικός αριθµός.
Επιπλέον, προκύπτει ότι ικανοποιούνται οι συνθήκες Karush-Kuhn-Tucker (KKT), οπου

στην περίπτωσή µας ένα από τα πράγµατα που απαιτούν είναι τα an ≥ 0. Τα σηµεία για
τα οποία τα an είναι µηδενικά είναι τα διανύσµατα υποστήριξης (support vectors). ΄Ετσι, η
σύναρτηση του y τελικά καθορίζεται µόνο από τα διανύσµατα υποστήριξης. ΄Ωστοσο, για την
έρευση των διανυσµάτων υποστήριξης έπαιξαν ϱόλο όλα τα σηµεία εκπαίδευσης.

Η χρήση του πυρήνα είναι πολύ σηµαντική και για την χρονική πολυπλοκότητα του
SVM, λόγω του περίφηµου τεχνάσµατος του πυρήνα (kernel trick). Με αυτό υπολογίζουµε
ένα κριτήριο οµοιότητας, µεταξύ του σηµείο εισόδου και ενός διανύσµατος υποστήριξης, που
ισούται µε το εσωτερικό γινόµενο των αντίστοιχων φ(x) τους, χωρίς ωστόσο να υπολογίζουµε
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τις ίδιες τις φ(x). ΄Ετσι, δεν ϐρίσκουµε τις συντεταγµένες των σηµείων αυτών στην διάστα-
ση της συνάρτησης φ. Αντίθετα, χρησιµοποιούµε τις συντεταγµένες τους όπως είναι στην
διάσταση εισόδου.

Ωστόσο, έχουµε υποθέσει πως το µοντέλο ϑα ταξινοµεί πάντα σωστά τα σηµεία εισόδου.
Κάτι τέτοιο ωστόσο ϑα είχε ως αποτέλεσµα την υπερεκπαίδευση (overfitting), δηλαδή την
αδυναµία του µοντέλου να γενικεύσει την µάθηση σε νέα σηµεία. Για τον λόγο αυτό, επεκτε-
ίνουµε την προηγούµενη µοντελοποίηση, προσθέτωντας τις λεγόµενες µεταβλητές χαλάρωσης
(slack variables) ξn ≥ 0, εχόντας µια µεταβλητή χαλάρωσης για κάθε σηµείο εκπαίδευσης.
Οι µεταβλητές αυτές ορίζονται ως εξής : ξn = 0 εάν τα σηµεία είναι πάνω ή εσωτερικά της
σωστής περιοχής του margin, 0 < ξn ≤ 1 εάν τα σηµεία είναι µέσα αλλά στη σωστή περιοχή
του margin και ξn > 1 εάν τα σηµεία ϐρίσκονται στην λάθος µεριά του περιθωρίου απόφα-
σης. Στην Εικόνα 2.1, αναπαριστούµε τις µεταβλητές χαλάρωσης και τη σηµασία τους στο
margin.

Εικόνα 2.1: Αναπαράσταση των slack variables. Πηγή [6]

΄Ετσι, πλέον ϑέλουµε να ελαχιστοποιήσουµε το

C
N∑
n=1

ξn +
1
2
||w||2 (2.14)

όπου η υπερπαράµετρος C καθορίζει τον ϐαθµό που ϑα τιµωρούµε το λάθος ταξινόµησης
ενός σηµείου εκπαίδευσης. Εύκολα αντιλαµβανόµαστε ότι όσο µεγαλώνει το C τόσο πιο πολύ
τιµωρούµε το λάθος µε αποτέλεσµα να οδηγούµαστε στην προηγούµενη προσέγγιση και άρα
στην υπερεκπαίδευση. ΄Εχοντας πλέον ορίσει το πρόβληµα µπορούµε πάλι να ορίσουµε την
συνάρτηση Lagrange L ως εξής

L(w, b,α) =
1
2
||w||2 + C

N∑
n=1

ξn −
N∑
n=1

an
[
tny(xn) − 1 + ξn

]
−

N∑
n=1

mnξn (2.15)

όπου an, mn είναι συντελεστές Lagrange.

Κάνοντας την ίδια διαδικασία µε την προηγούµενη προσέγγιση καταλήγουµε στη διυ-
κή (dual) αναπαράσταση. ΄Ετσι, µπορούµε να ϐρούµε τους συντελεστές Lagrange και το b
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τηρώντας και πάλι τις ΚΚΤ συνθήκες που προκύπτουν. ΄Ολες οι ενδιάµεσες πράξεις, αποδε-
ίξεις και οι συνθήκες υπάρχουν αναλυτικά στο C.M.Bishop[6]. Και πάλι η συνάρτηση y(x)
γράφεται ως εξής

y(x) =
N∑
n=1

antnk(x, xn) + b (2.16)

Σηµειώνουµε πως ο SVM, προκειµένου να ϐρει τις ϐέλτιστες παραµέτρους w, επιλύει
ένα πρόβληµα κυρτής ϐελτιστοποίησης. ΄Ετσι, κάθε λύση του προβλήµατος είναι και ολικό
ακρότατο.

Στην περίπτωση ταξινόµησης µε K > 2 κλάσεις, µπορούµε να διαχειριστούµε το πρόβλη-
µα ως εξής : (α) Τρέχουµε Κ δυαδικές ταξινοµήσεις ένας εναντίων όλων (one-vs-all) SVMs ή
(ϐ) τρέχουµε K(K−1)

2 δυαδικές ταξινοµήσεις ένας εναντίον ενός (one-vs-one) SVMs για όλα τα
δυνατά διαφορετικά Ϲευγάρια. Η τελευταία µέθοδος µπορεί να ϐελτιστοποιηθεί µε την χρήση
του DAGSVM, µε την οποία για να ταξινοµηθεί ένα νέο σηµείο λαµβάνονται υπόψιν µόνο Κ-1
Ϲευγάρια ταξινοµητών SVM [6]. Σε όλες τις µεθοδολογίες παίρνουµε την πρόβλεψη εκείνου
του SVM που αντιστοιχεί στην µεγαλύτερη απόσταση από το περιθώριο απόφασης.

2.2.2 Αλγόριθµος Perceptron

΄Ενα γραµµικό µοντέλο, που αποτελεί την ϐάση των νευρωνικών δικτύων σήµερα, είναι ο
αλγόριθµος Perceptron. Τον αλγόριθµο αυτόν τον δηµιούργησε ο Rosenblatt το 1957 [18].
Αναφέρεται σε ένα πρόβληµα δυαδικής ταξίνοµησης, στο οποίο από ένα διάνυσµα εισόδου x

µέσω ενός γραµµικού µοντέλου παράγεται η έξοδος y σύµφωνα µε την σχέση

y = f (wT
x) (2.17)

΄Οπου η συνάρτηση f λέγεται συνάρτηση ενεργοποίησης (activation function) και είναι η
συνάρτηση προσήµου sgn(x).

Θεωρούµε και πάλι την περίπτωση που η επισηµείωση για την πρώτη κλάση αντιστοιχεί
σε t = 1 και για την δεύτερη σε t = −1. Ο αλγόριθµος ταξινοµεί την είσοδο στην πρώτη κλάση
όταν y > 0 ενώ στην δεύτερη όταν y < 0. Ο αλγόριθµος Perceptron κάθε ϕορά ¨τιµωρεί¨ τις
εισόδους που δεν ταξινοµούνται σωστά προσπαθώντας να ελαχιστοποιήσει το −w

T
xt. ΄Ετσι,

το κριτήριο του Perceptron ορίζεται ως

L(w) = −
M∑
n=1

w
T
xntn (2.18)

όπου το Μ είναι το πλήθος των εισόδων που δεν ταξινοµήθηκαν σωστά.
΄Ετσι, προκειµένου να ενηµερώσουµε τις παραµέτρους w, εκτελούµε στοχαστικό αλγόριθ-

µο κλίσης µετάβασης (stochastic gradient descent ή SGD) µε τον ακόλουθο τρόπο

w
(s+1) = w

(s) − a∇L(w) = w
(s) + axntn (2.19)

όπου a είναι ο ϱυθµός µάθησης (learning rate) και s είναι ο αριθµός που δηλώνει το ϐήµα
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που ϐρίσκεται ο αλγόριθµος. Σηµειώνουµε πως ο SGD είναι ένας ϐελτιστοποιητής (opti-
mizer). Για τους optimizers ϑα συζητήσουµε σε επόµενη υποενότητα του κεφαλαίου.

Αξίζει να παρατηρήσουµε πως ο αλγόριθµος Perceptron εγγυάται πως ϑα συγκλίνει τα-
ξινοµώντας όλα τα δεδοµένα εισόδου σωστά, αρκεί αυτά να είναι γραµµικώς διαχωρίσιµα.
Σε αντίθετη περίπτωση, είναι σίγουρο πως δεν ϑα ϐρει ποτέ µια τέτοια λύση και άρα δεν ϑα
συγκλίνει. Ωστόσο, όπως είδαµε και στον SVM ϑα µπορούσαµε να αντικαταστήσουµε την
είσοδο x µε το φ(x) µεταφέροντας την σε έναν επαυξηµένο χώρο διαστάσεων. Στον νέο χώρο
διαστάσεων τα δεδοµένα εισόδου µπορεί πλέον να είναι γραµµικώς διαχωρίσιµα και συνεπώς
να συγκλίνει ο αλγόριθµος.

2.2.3 Τεχνητά Νευρωνικά ∆ίκτυα

΄Οπως έχουµε ήδη δει, οι Μηχανές ∆ιανύσµατων Υποστήριξης (SVM) επιλύουν ένα πρόβλη-
µα ϐελτιστοποίησης µιας κυρτής συνάρτησης, ώστε να ϐρουν τα διανύσµατα υποστήριξης.
Ωστόσο, τα διανύσµατα υποστήριξης είναι σχετικά λίγα σε σχέση µε το αρχικό σύνολο εκπα-
ίδευσης, αλλά αυξάνουν σηµαντικά όσο αυτό γίνεται µεγαλύτερο.

Μια εναλλακτική µέθοδος είναι τα Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Net-

works), τα οποία χρησιµοποιούν σταθερό αριθµό µη γραµµικών συναρτήσεων, µε την ιδι-
ότητα ωστόσο να µεταβάλλουν τις παραµέτρους τους κατά τη διάρκεια της µάθησης. Στον
αλγόριθµο του SVM ο αριθµός των µη γραµµικών συναρτήσεων µέσω των διανυσµάτων υπο-
στήριξης δεν αποτελεί υπερπαράµετρο αλλά µαθαίνεται κατά τη διάρκεια της εκπαίδευσης.
Αντίθετα στο νευρωνικό δίκτυο ο αριθµός αυτός είναι σταθερός εξ αρχής.

Αξίζει να σηµειώσουµε πως µπορούµε να ϑεωρήσουµε τον SVM σαν ένα πλήρως συνδε-
δεµένο νευρωνικό δίκτυο µε ένα κρυφό επίπεδο νευρώνων. Αυτό έχει ως µέγεθος εισόδου
την διάσταση των σηµείων εκπαίδευσης, ως µέγεθος του κρυφού επιπέδου το πλήθος των
διανυσµάτων υποστήριξης και ως έξοδο την συνάρτηση y. Τα ϐάρη από την είσοδο προς το
κρυφό επιπέδο είναι ίσα µε 1, ενώ τα ϐάρη από το κρυφό επίπεδο προς την έξοδο είναι ίσα
µε τους αντίστοιχους συντελεστές Lagrange. Σαν συνάρτηση ενεργοποίησης των νευρώνων
του κρυφού επιπέδου χρησιµοποιείται η συνάρτηση πυρήνα. Τέλος στον νευρώνα εξόδου
προστίθεται και η παράµετρος της προκατάληψης (b).

Τα Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Networks) αποτελούν υπολογιστικά µο-
ντέλα που η λειτουργία τους ϑυµίζει την λειτουργικότητα των νεύρωνων στον άνθρωπο. ΄Ετσι,
τα κύρια συστατικά των Τεχνητών Νευρωνικών ∆ικτύων είναι οι νευρώνες που σε γενικές
γραµµές προσωµοιώνουν τους νευρώνες του ανθρώπινου µυαλού.

Στον άνθρωπο υπάρχουν περισσότεροι από 10 δισεκατοµµύρια νευρώνες, καθένας από
τους οποίους συνδέεται µε κάποιες χιλιάδες άλλους νευρώνες. Το κυτταρικό σώµα του
νευρώνα επεξεργάζεται τις εισερχόµενες ενεργοποιήσεις και εξάγει νέες. Οι διαφορετικοί
νευρώνες στέλνουν και λαµβάνουν ενεργοποιήσεις µεταξύ τους µέσα από τους άξωνες και
τους δενδρίτες αντίστοιχα. Επίσης, µέσα από τις συνάψεις µπορούν και εκπέµπουν σήµατα
προς όλους τους άλλους νευρώνες µε τους οποίους συνδέονται. Μια σύναψη ανάµεσα σε δύο
νευρώνες δηµιουργείται ανάµεσα στον δενδρίτη του ενός και στο τερµατικό του άξονα του
άλλου.

Από την άλλη, στα Τεχνητά Νευρωνικά ∆ίκτυα οι νευρώνες λαµβάνουν εισόδους - ενεργο-
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ποιήσεις - από άλλους νευρώνες. Οι ενεργοποιήσεις πολλαπλασιάζονται µε συναπτικά ϐάρη.
Στην συνέχεια, οι σταθµισµένες ενεργοποιήσεις προστίθενται µεταξύ τους διαµορφώνοντας
την συσσωρευτική µέθοδο που προσοµοιάζει στην ανάλογή της στο κυτταρικό σώµα του αν-
ϑρώπινου νευρώνα. Η παράµετρος προκατάληψης προστίθεται σε αυτό το άθροισµα. Τέλος,
το συνολικό άθροισµα εισχωρεί σε µια συνάρτηση ενεργοποίησης. Στην Εικόνα 2.2, αναπα-
ϱιστούµε τις διαφορές του ανθρώπινου µε τον τεχνητό νευρώνα.

Εικόνα 2.2: ∆ιαφορές ανθρώπινου και τεχνητού νευρώνα

Τα Τεχνητά Νευρωνικά ∆ίκτυα είναι κατευθυνόµενοι γράφοι που ως κόµβους έχουν νευ-
ϱώνες και ως ακµές ϐάρη. Κάθε νευρώνας περιέχει µια συνάρτηση ενεργοποίησης και µία
παράµετρο προκατάληψης. Τα ϐάρη και οι παράµετροι προκατάληψης αποτελούν τις παρα-
µέτρους που το νευρωνικό δίκτυο µαθαίνει κατά την διάρκεια της εκπαίδευσης. Η διαδικασία
της µάθησης απαιτεί µια συνάρτηση κόστους, την οποία προσπαθεί να ϐελτιστοποιήσει το
νευρωνικό δίκτυο ως προς τις παραµέτρους µάθησης. Τα Τεχνητά Νευρωνικά ∆ίκτυα χρη-
σιµοποιούν δύο µηχανισµούς µε τους οποίους επιτυγχάνεται η Επιβλεπόµενη Μάθηση -
το πρόσθιο πέρασµα (forward propagation) και το οπίσθιο πέρασµα (backpropagation)
[19]. Στο πρόσθιο πέρασµα υπολογίζονται οι έξοδοι των συναρτήσεων ενεργοποίσης όλων νευ-
ϱώνων του δικτύου ξεκινώντας από τους νευρώνες εισόδου και καταλήγοντας στους νευρώνες
εξόδου. Από την άλλη, στο οπίσθιο πέρασµα επιτυγχάνεται η ανανέωση των παραµέτρων
µάθησης ϐελτιστοποιώντας την συνάρτηση κόστους ως προς την αντίστοιχη παράµετρο. Οι
ανανεώσεις των παραµέτρων συµβαίνουν από την αντίθετη κατεύθυνση, δηλαδή από τους
νευρώνες εξόδου προς τους νευρώνες εισόδου.

2.2.3.1 Πολυεπίπεδο Perceptron

Μία από τις πιο διαδεδοµένες αρχιτεκτονικές ενός Τεχνητού Νευρωνικού ∆ικτύου είναι το
Πολυεπίπεδο Perceptron (Multilayer Perceptron ή MLP). Αυτό αποτελείται από το επίπεδο
εισόδου, το επίπεδο εξόδου και τα ενδιαµέσα κρυφά επίπεδα. Στο Σχήµα 2.3, απεικονίζου-
µε ένα Πολυεπίπεδο Perceptron µε ένα κρυφό επίπεδο. Τυπικά, εάν ένα MLP προσεγγίζει
µία συνάρτηση f = f (n)(f (n−1)(...(f (1)(x))), τότε η f (1) είναι η συνάρτηση εισόδου, η f (n−1)

η συνάρτηση του (n-1)-στου κρυφού επιπέδου και η f (n) η συνάρτηση του τελευταίου επι-
πέδου - εξόδου. Επίσης ως ϐάθος του νευρωνικού δικτύου ορίζεται το n. Μάλιστα, µε την
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Βαθιά Μάθηση επιτυγχάνεται η αύξηση του ϐάθους των νευρωνικών δικτύων προκειµένου
να αυξηθούν τα κρυφά επίπεδα και άρα να προκύπτουν πιο πολύπλοκες συναρτήσεις.

Σχήµα 2.3: Πολυεπίπεδο Perceptron (MLP) µε ένα κρυφό επίπεδο

Σε κάθε νευρώνα i ενός επιπέδου k, η έξοδος zi είναι το

zi
(k) = (wi

(k−1))Ta
(k−1) (2.20)

όπου το wi
(k−1) είναι το διάνυσµα των παραµέτρων µάθησης ανάµεσα στα επιπέδο k-1 και

στον νευρώνα i του επιπέδου k, και το a
(k−1) είναι το διάνυσµα των εξόδων των συναρτήσεων

ενεργοποίησης του επιπέδου k-1. Σηµειώνουµε ότι στο wi
(k−1) είναι ενσωµατωµένη και

η αντίστοιχη παράµετρος της προκατάληψης, όπως επίσης και το a
(k−1) είναι επαυξηµένο

ανάλογα έχοντας ένα επιπλέον χαρακτηριστικό που είναι πάντα 1. Η έξοδος της συνάρτησης
ενεργοποίησης ενός νευρώνα i επιπέδου k είναι

ai
(k) = h(zi (k)) (2.21)

όπου η h(.) είναι συνάρτηση ενεργοποίησης του νευρώνα.

2.2.3.2 Συναρτήσεις Ενεργοποίησης

Στο σηµείο αυτό ϑα αναφερθούµε σε χρήσιµες συναρτήσεις ενεργοποίησης που ϑα συ-
ναντήσουµε στην συνέχεια. Η επιλογή της σωστής συνάρτησης ενεργοποίησης είναι ιδια-
ίτερα σηµαντική για το νευρωνικό δίκτυο. Πολλές ϕορές χρησιµοποιούµε διαφορετικές
συναρτήσεις ενεργοποίησης για το επίπεδο εξόδου από τα άλλα επίπεδα, προκειµένου να
εκφράσουµε την έξοδο µε µορφή πιθανότητας.

Μία κλασική συνάρτηση ενεργοποίησης είναι η σιγµοειδής (sigmoid). Εκφράζεται ως

σ(x) =
1

1 + e−x
(2.22)

Η σιγµοειδής συνάρτηση λαµβάνει ως είσοδο οποιονδήποτε πραγµατικό αριθµό και εξάγει
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έναν αριθµό που ανήκει στο [0,1]. ΄Ενα µοντέλο µπορεί να χρησιµοποιήσει την σιγµοειδή ως
συνάρτηση ενεργοποίησης στο επίπεδο εξόδου του στην περίπτωση της δυαδικής ταξινόµη-
σης. Αυτό γίνεται µε τρόπο ώστε εάν η έξοδος της είναι µεγαλύτερη από 0.5 τότε η είσοδος
ταξινοµείται στην πρώτη κλάση, αλλιώς στην δεύτερη.

Ωστόσο, η σιγµοειδής δεν ϑεωρείται σήµερα αρκετά καλή επιλογή ως συνάρτηση ενερ-
γοποίησης των κρυφών επιπέδων. Σύµφωνα µε τον Le Cun και άλλους [20] το νευρωνικό
δίκτυο συγκλίνει πιο γρήγορα όταν η µέση τιµή των χαρακτηριστικών εισόδου τείνει στο 0.
Αυτό ωστόσο επεκτείνεται και για τα επόµενα επίπεδα. Κάτι τέτοιο, όµως, δεν µπορεί να γίνει
µε την σιγµοειδή αφού η µέση τιµή ϑα είναι κοντά στο 0.5 και όχι στο 1.

Μία συνάρτηση που προσπερνά αυτό το εµπόδιο είναι η υπερβολική εφαπτοµένη tanh,
η οποία αποτελεί µετατοπισµένη σιγµοειδή. ∆ίνεται από την σχέση

tanh(x) =
ex − e−x

e−x + ex
(2.23)

Ισχύει ότι |tahn(x)| ≤ 1 Επίσης, σε περιπτώσεις που έχουµε πολλά δεδοµένα και ϑέλουµε πιο
γρήγορα να ϕθάσουµε σε σύγκλιση, προτιµάται η tanh γιατί έχει κάπως µεγαλύτερη κλίση
(gradient) από την σιγµοειδή.

Σχήµα 2.4: Αναπαράσταση sigmoid µε tanh σε κοινό διάγραµµα. Με µπλε αναπαρίσταται η
sigmoid, ενώ µε πορτοκαλί η tanh.

Ωστόσο, ενας παράγοντας που καθιστά κάποιες ϕορές την σιγµοειδή και την tanh απα-
γορευτικές ως συναρτήσεις ενεργοποίησης στη Βαθιά Μάθηση είναι πως οι παράγωγοί τους
έχουν µικρές τιµές. Ιδιαίτερα, όπως είπαµε, αυτό ισχύει για την σιγµοειδή. Κατά την δι-
άρκεια του backpropagation, όταν πολλά κρυφά επίπεδα χρησιµοποιούν την σιγµοείδη σαν
συνάρτηση ενεργοποίησης τότε τόσες µικρές τιµές παραγώγων (gradients) πολλαπλασιάζο-
νται µαζί. ΄Ετσι, το gradient µικραίνει εκθετικά καθώς προχωράµε πίσω στα πρώτα επίπεδα.
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Μάλιστα, το gradient µικραίνει τόσο πολύ που ϕθάνουµε σε σηµεία να σταµατά η µάθηση.
Αυτό είναι το ϕαινόµενο της εξαφανιζόµενης κλίσης (vanishing gradient).

Μία συνάρτηση ενεργοποίησης που επιλύει αυτό το πρόβληµα είναι η ReLU [21], η οποία
ορίζεται ως εξής

ReLU (x) = max(x,0) (2.24)

Η συνάρτηση αυτή έχει ως παράγωγο 1 για ϑετική είσοδο και το 0 για αρνητική. Για είσοδο
0 η παράγωγος δεν ορίζεται, αν και από σύµβαση συνήθως επιλέγεται να εξάγει και πάλι το
0, ώστε το αντίστοιχο διάνυσµα να είναι ακόµα πιο αραιό.

΄Οσον αφορά τη συναρτήση ενεργοποίησης του επιπέδου εξόδου για περιπτώσεις ενός
προβλήµατος ταξινόµησης µε περισσότερες από δύο (Μ) κλάσεις, τότε αντί της σιγµοειδούς,
συνήθως χρησιµοποιούµε την Softmax, η οποία δίνεται από την σχέση

Softmax(x)i =
exi∑M
j=1 e

xj
(2.25)

Με την συνάρτηση αυτή, κανονικοποιείται η είσοδος και το νευρωνικό δίκτυο εξάγει σε κάθε
έξοδο µια τιµή πιθανότητας. ΄Ετσι, η έξοδος µε την µεγαλύτερη τιµή πιθανότητας ταξινοµεί
την είσοδο του νευρωνικού στην αντίστοιχη κλάση.

Τέλος, στην περίπτωση της παλινδρόµησης (regression), ϑέλουµε να εξάγουµε µια συνεχή
τιµή. ΄Ετσι, η συνάρτηση ενεργοποίησης του τελικού νευρώνα πρέπει να είναι η ταυτοτική,
δηλαδή η f (x) = x.

2.2.3.3 Αναδροµικά Νευρωνικά ∆ίκτυα

Μία µεγάλη υποκατηγορία των Τεχνητών Νευρωνικών ∆ικτύων αποτελούν τα Αναδροµικά
Νευρωνικά ∆ίκτυα (Recurrent Neural Networks ή RNNs) [22]. Σε αντίθεση µε ένα MLP,
ένα RNN δεν έχει σταθερό αριθµό νευρώνων εισόδων αλλά λαµβάνει ως είσοδο µια ολόκληρη
αλληλουχία µη σταθερού µεγέθους. Αυτό γίνεται µε τη χρήση µιας εσωτερικής κατάστα-
σης που δουλεύει ως µνήµη του δικτύου. Το RNN, ϐασιζόµενο και πάλι στο forward και
backpropagation, µπορεί και διαµορφώνει µια προσωρινή δυναµική συµπεριφορά µε το να
¨ξετυλίγει¨ την αλληλουχία εισόδου, ενηµερώνοντας κάθε ϕορά την εσωτερική του µνήµη.
΄Ενα τέτοιο δίκτυο µε αλληλουχία πεπερασµένου µήκους µπορεί να ξετυλιχτεί σε ένα Κα-
τευθυνόµενο Ακυκλικό Γράφο (DAG) µέσω ενός πρόσθιου νευρωνικού δικτύου (feedforward
neural network), διατηρώντας, ωστόσο, την δυναµική του συµπεριφορά.

∆ιπλωµατική Εργασία 47



Κεφάλαιο 2. Βασικές ΄Εννοιες

Σχήµα 2.5: Ξετύλιγµα RNN

Μια αλληλουχία σαν είσοδος µπορεί να είναι µια τυπική χρονοσειρά δεδοµένων. ΄Ετσι,
ορίζεται η έννοια του χρονικού ϐήµατος (timestep), που αφορά την στιγµή κατά την οποία
το RNN διαβάζει την αντίστοιχη είσοδο της ακολουθίας. Πολλές εφαρµογές µπορούµε να τις
εκφράσουµε έµµεσα σαν χρονοσειρές για παράδειγµα να ϑεωρήσουµε ως χρονικά ϐήµατα
τις λέξεις ενός κειµένου ή τα ϕωνήµατα κατά την επεξεργασία της ϕωνής. Με την άνθη-
ση της Βαθιάς Μάθησης, τα RNNs έχουν γνωρίσει ϕοβερή αναγνωρισιµότητα σε ανάλογα
προβλήµατα, όπως η ταξινόµηση κειµένων, η αυτόµατη µετάφραση ϕράσεων, η ανάκτηση
πληροφορίας κά.

Το RNN είναι αναδροµικό, καθώς η έξοδος της κατάστασής του σε ένα χρονικό ϐήµα
αποτελεί την είσοδο της κατάστασής του στο αµέσως επόµενο. Αυτή η κατάσταση - µνήµη -
αποκαλείται hidden state το οποίο παράγεται από το λεγόµενο hidden layer. Το ξετύλιγµα
του RNN περιγράφεται στο Σχήµα 2.5. Το hidden state και η έξοδος σε κάθε χρονικό ϐήµα
t υπολογίζονται από τις σχέσεις

ht = f (Whht−1 + Uhxt + bh) (2.26)

yt = f (Wyht + by) (2.27)

όπου η f είναι η element-wise συνάρτηση ενεργοποίησης και τα ht , Wh , Uh , yt , bh και by

είναι οι παράµετροι µάθησης του δικτύου.
΄Εναν από τους πιο διαδεδοµένους τύπους RNN αποτελεί το Long Short-Term Memory

ή LSTM [23]. Αυτό το δικτύο ϕηµίζεται για την διαχείριση εισόδων σε αλληλουχίες, καθώς
διατηρεί µακροχρόνιες µνήµες. Η αρχιτεκτονική ενός LSTM αναπαρίσταται στο Σχήµα 2.6.
΄Οπως ϐλεπουµε, αποτελείται από ένα cell state και τρεις ϑύρες : το input gate, το forget gate

και το outpit gate. Καθένα από αυτά τα συστατικά καλύπτει µια σηµαντική λειτουργικότητα
του LSTM. Πιο αναλυτικά, τα συστατικά αυτά έχουν τις εξής λειτουργίες :

• Input gate: Ελέγχει σε ποιον ϐαθµό η είσοδος του τρέχοντος χρονικού ϐήµατος ϑα
επηρεάσει το cell.

• Forget gate: Αποφασίζει ποιες πληροφορίες την µνήµης και σε ποιο ϐαθµό ϑα κρατη-
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ϑούν ή ϑα διαγραφούν.

• Output gate: Ελέγχει ποιες πληροφορίες ϑα περάσουν σαν έξοδος στο τρέχον χρονικό
ϐήµα.

• Cell state: ∆ιαρκώς ενηµερώνεται αλληλεπιδρώντας µε τις τρεις ϑύρες.

Τυπικά, οι µαθηµατικές σχέσεις που διέπουν ένα LSTM είναι οι ακόλουθες

ft = σ(Wf xt + Uf ht−1 + bf ) (2.28)

it = σ(Wixt + Uiht−1 + bi) (2.29)

ot = σ(Woxt + Uoht−1 + bo) (2.30)

ut = tanh(Wuxt + Uuht−1 + bu) (2.31)

ct = ft � ct−1 + it � ut (2.32)

ht = ot � tanh(ct) (2.33)

όπου W, U αποτελούν τα ϐάρη και οι δείκτες f,i,o αποτελούν τις αντίστοιχες ϑύρες.

Σχήµα 2.6: Long short-term memory
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2.2.3.4 Υπερπαράµετροι Μάθησης

Στο σηµείο αυτό, ϑα αναφέρθουµε στις υπερπαραµέτρους της µάθησης ενός νευρωνικού
δικτύου. Στην ϕάση της µάθησης, η περίοδος κατά την οποία το νευρωνικό δίκτυο εκπαιδε-
ύεται πάνω σε όλο το σύνολο εκπαίδευσης έχοντας δει κάθε παρατήρηση ακριβώς µία ϕορά
ονοµάζεται εποχή (epoch). ΄Οταν λέµε πως το νευρωνικό δίκτυο εκπαιδεύεται, εννοούµε ότι
ανανεώνει τις παραµέτρους µάθησης, δηλαδή τα ϐάρη και τις προκαταλήψεις. Ωστόσο, επε-
ίδη τις περισσότερες ϕορές το σύνολο εκπαίδευσης είναι αρκετά µεγάλο, µέσα σε µία εποχή
ανανεώνουµε αρκετές ϕορές (Μ) τις παραµέτρους µάθησης σπάζοντας το σύνολο εκπαίδευ-
σης σε ίσα Μ αυστηρώς διαφορετικά κοµµάτια. Κάθε τέτοιο κοµµάτι ονοµάζεται παρτίδα
(batch).

Ωστόσο, µε ποιον τρόπο ϑα ανανεώνουµε τις παραµέτρους µάθησης; Η απάντηση είναι µε
τους ϐελτιστοποιητές (optimizers). ΄Ηδη έχουµε αναφερθεί στον ΣΓ∆ µε τον οποίο λύναµε το
πρόβληµα ταξινόµησης µε τον αλγόριθµο Perceptron. Σηµειώνουµε πως όλοι οι optimizers
χρειάζονται τον ϱυθµό µάθησης (learning rate) να µειώνεται µε την πάροδο των εποχών.
Αυτό γιατί µε ένα µεγάλο ή σταθερό learning rate, το µοντέλο είναι αρκετά επιρρεπές να
κολλήσει σε τοπικά ϐέλτιστα. Το αρνητικό µε τον SGD είναι ότι χρειάζεται πολύ χρόνο για
να συγκλίνει. Αντ΄ αυτού άλλοι optimizers συχνά χρησιµοποιούνται, όπως ο RMSProp [24]
ή ο Adam [25].

2.2.3.5 Το Πρόβληµα της Υπερεκπαίδευσης

Η υπερεκπαίδευση (overfitting) αποτελεί την περίπτωση στην οποία ένα µοντέλο Μηχα-
νικής Μάθησης µαθαίνει υπέρ του δέοντος τα δεδοµένα εκπαίδευσης, µε αποτελέσµα αυτό
να µην µπορεί να γενικεύσει την µάθησή του σε νέες παρατηρήσεις. Με άλλα λόγια το
µοντέλο δεν µαθαίνει, αλλά αποµνηµονεύει το σύνολο εκπαίδευσης [26].

Αυτό µπορεί να συµβεί όταν το µοντέλο είναι πάρα πολύ πολύπλοκο, µε αποτέλεσµα να
προσεγγίζει µια πολύπλοκη µη γραµµική συνάρτηση που επιλύει πολύ καλά το πρόβληµα.
Επίσης µια άλλη αιτία υπερεκπαίδευσης είναι οι πολλές εποχές µάθησης χωρίς να ελαττώνε-
ται µε κάποιο ϱυθµό το learning rate. Συνήθως, η µάθηση γίνεται στο σύνολο εκπαίδευσης
αλλά παράλληλα στο τέλος κάθε εποχής το µοντέλο δοκιµάζεται και σε ένα ανεξάρτητο σύνολο
- σύνολο επαλήθευσης (validation set). Συνήθως, η ένδειξη ότι εµφανίζεται υπερεκπαίδευση
του µοντέλου είναι ότι η επίδοση στο σύνολο εκπαίδευσης συνεχίζει να ϐελτιώνεται, αλλά στο
σύνολο επαλήθευσης µειώνεται ή ταλαντώνεται.

∆ύο µέθοδοι που αντιµετωπίζουν το ϕαινόµενο αυτό είναι το πρόωρο σταµάτηµα της
µάθησης (early stopping) [27] και το ορόσηµο (checkpoint) της µάθησης την εποχή εκείνη
που είχε παρατηρηθεί η καλύτερη επίδοση στο validation set. Μία ακόµα µέθοδος είναι το
να αγνοείς µε τυχαίο τρόπο νευρώνες από το forward και backpropagation. Με άλλα λόγια
συγκεκριµένοι νευρώνες σε κάθε ενηµέρωση των παραµέτρων µε πιθανότητα p αγνοούνται
και µε 1 − p παράµενουν ενεργοί. Αυτό έχει ως αποτέλεσµα την προσθήκη ϑορύβου κατά τη
διάρκεια της µάθησης. ΄Ετσι, το µοντέλο αναγκάζεται να µάθει πιο σηµαντικά χαρακτηρι-
στικά χρησιµοποιώντας κάθε ϕορά ένα υποσύνολο των νευρώνων του. Η παραπάνω τεχνική
ονοµάζεται απόρριψη (dropout) [28].
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2.3 Ενεργός Μάθηση

Η Ενεργός Μάθηση (Active Learning) αποτελεί έναν τύπο της Μηχανικής Μάθησης.
Κύρια υπόθεση της Ενεργού Μάθησης είναι εάν ένας αλγόριθµος µάθησης µπορεί να κατα-
λάβει ποιες παρατηρήσεις είναι πιο σηµαντικές, να µειώσει τον συνολικό αριθµό των δεδο-
µένων εκπαίδευσης. Αυτό, ωστόσο, πρέπει να γίνεται µε τρόπο ώστε να ϕθάνει και πάλι σε
σύγκλιση. Εµείς ϑα περιοριστούµε στην Επιβλεπόµενη Ενεργό Μάθηση.

΄Οπως γνωρίζουµε, τα µοντέλα Επιβλεπόµενης Μάθησης συνήθως χρειάζονται αρκετά
δεδοµένα εκπαίδευσης, ώστε να ϕθάσουν σε σύγκλιση [3]. Μερικές ϕορές, σε πραγµατι-
κού χρόνου προβλήµατα, οι επισηµειώσεις των παρατηρήσεων είναι ελάχιστα ή καθόλου
διαθέσιµες, όπως στην περίπτωση του email spamming. Σε τέτοιες περιπτώσεις, ϑα ϑέλα-
µε να εκπαιδεύσουµε µοντέλα Επιβλεπόµενης Μάθησης χρησιµοποιώντας όσο το δυνατόν
ελάχιστες επισηµειώσεις, λαµβάνοντας υπόψιν πως η διαδικασία απόκτησης όλων των επι-
σηµειώσεων µπορεί να είναι αρκετά χρονοβόρα, δύσκολη ή/και ακριβή. Σηµειώνουµε πως
σε αυτές τις περιπτώσεις το σύνολο δεδοµένων µπορεί να είναι πολύ µεγάλο, χωρίς ωστόσο
να έχουµε πολλές επισηµειώσεις.

΄Ετσι, η Ενεργός Μάθηση ϱωτά (query) έναν ειδικό (Oracle), για παράδειγµα έναν άνθρω-
πο επισηµειωτή, ώστε να αποκτήσει επισηµειώσεις για έναν περιορισµένο αριθµό παρατη-
ϱήσεων· υποθέτωντας πως ϑα είναι οι λιγότερες απαραίτητες για υψηλές επιδόσεις. Επίσης,
η χρήση της Ενεργού Μάθησης συνηθίζεται αρκετά σε περιπτώσεις που δεν έχουµε καθόλου
σύνολο δεδοµένων ή έχουµε ένα αρχικό αλλά αρκετά περιορισµένου µεγέθους. Σε τέτοιες
περιπτώσεις, ϑέλουµε να αποκτήσουµε νέα επισηµειωµένα δεδοµένα έχοντας τη δυνατότητα
της επιλογής ανάµεσα σε ορισµένα διαθεσίµα µη επισηµειωµένα.

Η τυπική διαδικασία της Ενεργού Μάθησης είναι η εξής : το µοντέλο εκπαιδεύεται πάνω
στα επισηµειωµένα δεδοµένα του. Στην συνέχεια ϱωτάει τον Oracle, ϐάσει κάποιου επιλεγ-
µένου κριτηρίου, έναν συγκεκριµένο αριθµό παρατηρήσεων για επισηµειώσεις. Ονοµάζουµε
την διαδικασία αυτή ως γύρο της Ενεργού Μάθησης. ΄Ενας νέος γύρος ϑα συµβαίνει µέχρις
ότου το µοντέλο να ϕθάσει σε σύγκλιση ή αυτό να ξεπεράσει ένα προκαθορισµένο µέγιστο
όριο ερωτήσεων που έχει οριστεί. Ονοµάζουµε batch της Ενεργού Μάθησης τον αριθµό των
ερωτήσεων που συµβαίνουν σε κάθε γύρο.

2.3.1 ∆ιαφορές Με Ηµιεπιβλεπόµενη Μάθηση

Σε γενικές γραµµές, η Ενεργός Μάθηση προσπαθεί να λύσει ένα κοινό πρόβληµα µε
την Ηµιεπιβλεπόµενη Μάθηση (Semi-Supervised Learning). Το πρόβληµα της Ηµιεπιβλε-
πόµενης Μάθησης σχετίζεται µε την εύρεση ενός τρόπου για επαυξήση του αρχικού συνόλου
δεδοµένων εκπαίδευσης - το οποίο περιέχει λίγες επισηµειωµένες παρατηρήσεις - ώστε το
µοντέλο να ϕθάσει µε ϐέλτιστο τρόπο σε σύγκλιση. Η διαδικασία της µάθησης εδώ δεν περι-
λαµβάνει τη χρήση κάποιου Oracle. Ωστόσο, κάθε ϕορά που το µοντέλο εκπαιδεύεται, τότε
επαυξάνεται το σύνολο εκπαίδευσης µε εκείνες τις παρατηρήσεις που το µοντέλο είναι πιο
σίγουρο για τις αντίστοιχες επισηµειώσεις τους. Η διαδικασία αυτή, όπως και στην Ενεργό
Μάθηση, διαρκεί µέχρι το µοντέλο να ϕθάσει σε σύγκλιση. Παρ΄ όλα αυτά, επειδή δεν διε-
ξάγεται κάποια διαδικασία ανθρώπινης επισηµείωσης, µπορεί η µάθηση να συνεχιστεί µεχρί
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το µοντέλο να επισηµειώσει όλες τις διαθέσιµες παρατηρήσεις.

2.3.2 Κατηγορίες Ενεργού Μάθησης

Οι ϐασικές κατηγορίες - σενάρια - Ενεργού Μάθησης είναι οι εξής : Membership Query

Synthesis, Stream-Based Selective Sampling και Pool-Based Sampling, οι οποίες
αναπαρίστανται συγκεντρωτικά στο Σχήµα 2.7.

Σχήµα 2.7: Active Learning. Πηγή [3]

• Membership Query Synthesis: Στην κατηγορία αυτή, το µοντέλο ϱωτάει για επιση-
µειώσεις πάνω σε παρατηρήσεις που συνθέτει το ίδιο εκ νέου, χρησιµοποιώντας µια
δοσµένη κατανοµή. Παρ΄ όλα αυτά οι παρατηρήσεις που συνθέτονται µερικές ϕο-
ϱές είναι διφορούµενες για την διαδικασία επισηµείωσης από τον Oracle, όπως στην
περίπτωση της αναγνώρισης χειρόγραφου. Επιπλέον, υπάρχουν περιπτώσεις που τα
συνθετικά δεδοµένα δεν αντικατοπτρίζουν πραγµατικές παρατηρήσεις, πχ. όταν το
πρόβληµα αφορά κείµενα.

• Stream-Based Selective Sampling: Εδώ τα δεδοµένα έρχονται σειριακά σε µορφή
ϱοής (stream), ένα-ένα, υποθέτοντας ότι η απόκτηση των µη επισηµειωµένων δεδο-
µένων περιλαµβάνει µια µη ακριβή διαδικασία. Κάθε ϕορά που το κανάλι ϕέρνει µια
νέα παρατήρηση, το µοντέλο εκτιµά, κατά πόσο αξίζει να δοθεί σε αυτήν η αντίστοιχη
επισηµείωση, και αποφασίζει ανάλογα. Η stream-based Ενεργός Μάθηση συνηθίζεται
να χρησιµοποιείται σε εφαρµογές πραγµατικού χρόνου, όπως στην ανάκτηση πληρο-
ϕορίας [29] ή το POS Tagging [16].

• Pool-Based Sampling: Η κατηγορία αυτή προϋποθέτει την ύπαρξη ενός µεγάλου µη
επισηµειωµένου συνόλου δεδοµένων, που ονοµάζεται pool, και ενός αρχικού µικρού
µεγέθους επισηµειωµένου συνόλου εκπαίδευσης. Το µοντέλο εκπαιδεύεται σε κάθε
γύρο πάνω στο σύνολο εκπαιδεύσης και εκτιµά όλες τις παρατηρήσεις του pool ϱω-
τώντας µε άπληστο συνήθως τρόπο τον Oracle για εκείνες που ϑεωρεί πιο σηµαντικές.
Στο Σχήµα 2.8 αναπαρίσταται η παραπάνω διαδικασία. Η pool-based Ενεργός Μάθη-
ση έχει επίσης χρησιµοποιηθεί σε πολλές εφαρµογές πραγµατικού χρόνου, συµπερι-
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λαµβανοµένων προβληµάτων ταξινόµησης κειµένων [30], ανάκτησης πληροφορίας [31]
κά.

Σχήµα 2.8: Pool-Based Active Learning. Πηγή [3]

2.3.3 Στρατηγικές Ενεργού Μάθησης

Αφού έχουµε περιγράψει το τι προσπαθεί να επιλύσει η Ενεργός Μάθηση µέσα από τα
διαφορετικά της σενάρια, στο σηµείο αυτό ϑα συζητήσουµε για τις στρατηγικές ερωτηµάτων
(Querying Strategies) µε τις οποίες επιλέγονται σε κάθε γύρο οι ερωτήσεις προς τον Oracle.

2.3.3.1 Στρατηγικές Βασισµένες στην Ετερογένεια

Οι στρατηγικές στην κατηγορία αυτή αφορούν µοντέλα µε τα οποία επιλέγονται για ερω-
τήσεις οι παρατηρήσεις εκείνες που είναι πιο ετερογενείς σε σχέση µε αυτές που υπάρχουν
στο σύνολο εκπαίδευσης - Heterogeneity-based models [32]. Αυτό µπορεί να ϑεωρηθεί ως
η αβεβαιότητα σε ένα πρόβληµα ταξινόµησης ή, εναλλακτικά, ως η διαφωνία ανάµεσα σε ένα
σετ διαφορετικών ταξινοµητών.

Η πιο διαδοµένη µέθοδος είναι η ∆ειγµατοληψία Αβεβαιότητας (Uncertainty Sampling),
κατά την οποία οι ερωτήσεις προς τον Oracle επιλέγονται µε ϐάση την αβεβαιότητα του
µοντέλου προς τις διαθέσιµες παρατηρήσεις. Σε προβλήµατα ταξινόµησης, οι τρεις κύριες
µέθοδοι Uncertainty Sampling είναι οι εξής : µε το να επιλέγονται οι παρατηρήσεις που είναι
λιγότερο αισιόδοξες (least confident), µε το να επιλέγονται οι παρατηρήσεις µέσω Περιθώριας
∆ειγµατοληψίας (Margin Sampling) του µοντέλου ή µε το να επιλέγονται οι παρατηρήσεις
που εκφράζουν την µεγαλύτερη εντροπία (entropy) [3]. Σηµειώνουµε πως προκειµένου ένα
µοντέλο Επιβλεπόµενης Μάθησης να µπορεί να εκπαιδευτεί µε Ενεργό Μάθηση ϐασισµένη
στο Uncertainty Sampling, δεν πρέπει κατά ανάγκη αυτό να είναι µπεϋσιανό. Πρακτικά,
αρκεί το µοντέλο να εξάγει για κάθε έξοδο µια τιµή που είναι κανονικοποιηµένη και µπορεί
να εκφραστεί ως τιµή πιθανότητας.
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Μία άλλη µέθοδος είναι η Ερώτηση Επιλεγµένη Από Επιτροπή (Query-by-Committee).
Εδώ υπάρχει ένα σετ από ταξινοµητές, οι οποίοι σε κάθε γύρο προβλέπουν την ταξινόµηση
όλων των διαθέσιµων µη επισηµειωµένων παρατηρήσεων. ΄Ετσι, επιλέγονται για ερώτηση
εκείνες οι παρατηρήσεις µε τις περισσότερες διαφωνίες των ταξινοµητών.

Τέλος, µια άλλη µέθοδος είναι η Αναµενόµενη Αλλαγή Μοντέλου (Expected Model

Change). Στην περίπτωση αυτή, επιλέγονται εκείνες οι παρατηρήσεις για τις οποίες εάν
γνωρίζαµε τις επισηµειώσεις τους, ϑα αναµενόταν η µεγαλύτερη αλλαγή στην κλίση (gradient)
της συνάρτησης κόστους του µοντέλου. ΄Ετσι, επιλέγουµε κάθε ϕορά τις παρατηρήσεις που
ενδέχεται να επηρεάσουν περισσότερο το µοντέλο.

2.3.3.2 Στρατηγικές Βασισµένες στην Επίδοση

Οι στρατηγικές ϐασισµένες στην επίδοση αφορούν µοντέλα (Performance-based mod-

els) που επιλέγουν να ϱωτάνε µη επισηµειωµένες παρατηρήσεις µε ϐάση τις προβλέψεις
τους σε αυτές. Μία τέτοια στρατηγική είναι η Αναµενόµενη Μείωση Λάθους (Expected Er-

ror Reduction). Σε αντίθεση µε το Uncertainty Sampling, εδώ επιλέγονται παρατηρήσεις
που όταν προστεθούν στο σύνολο εκπαίδευσης αναµένεται να µειωθεί µέγιστα η αβεβαιότητα
του µοντέλου για αυτές.

2.3.3.3 Στρατηγικές Βασισµένες στην Αντιπροσωπευτικότητα

Οι στρατηγικές αυτές αφορούν µοντέλα που προσπαθούν να δηµιουργήσουν όσο το δυ-
νατόν πιο αντιπροσωπευτικές παρατηρήσεις µε αυτές που ϐρίσκονται στο σύνολο εκπαίδευ-
σης. Τέτοια µοντέλα λέγονται ϐασισµένα στην αντιπροσωπευτικότητα (Representativeness-

based models) [32]. ΄Ενα παράδειγµα αυτών αποτελούν τα µοντέλα πυκνότητας (Density-

based models) που χρησιµοποιούν ένα κριτήριο ετερογένειας σε συνδυασµό µε ένα κριτήριο
αντιπροσωπευτικότητας των παρατηρήσεων.

2.4 Ενισχυτική Μάθηση

Στην ενότητα αυτή, ϑα συζητήσουµε για κάποιες ϐασικές έννοιες της Ενισχυτικής Μάθη-
σης (Reinforcement Learning ή RL) που χρειάζονται για τις απαιτήσεις της παρούσας διπλω-
µατικής εργασίας.

΄Οπως αναφέραµε και στην ενότητα 2.1.3, το πρόβληµα της Ενισχυτικής Μάθησης περι-
λαµβάνει έναν πράκτορα (agent) που δραστηριοποιείται σε ένα περιβάλλον (environment).
Το περιβάλλον αυτό παρέχει καταστάσεις states. Σε κάθε χρονικό ϐήµα t + 1, ο πράκτορας
µεταπηδά από ένα state St προς κάποιο άλλο St+1 επιλέγοντας κάποια διαθέσιµη δράση
(action) At . ΄Οταν ο πράκτορας µεταπηδά στο νέο state τότε το περιβάλλον του παρέχει µια
επιβράβευση (reward) για το πόσο καλό είναι το state αυτό. Η διαδικασία αυτή περιγράφεται
από το Σχήµα 2.9.
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Σχήµα 2.9: Ενισχυτική Μάθηση

Στην περίπτωση αυτή, το περιβάλλον παρέχει στον πράκτορα µια ολοκληρωµένη εικόνα
της πραγµατικότητας, και για αυτό µιλάµε για καταστάσεις (states). ΄Ενα τέτοιο περιβάλλον
λέγεται πλήρως παρατηρήσιµο (fully-observable). Αντίθετα, σε περιπτώσεις όπου το περιβάλ-
λον παρέχει µια πιο περιορισµένη εικόνα, ορίζεται η έννοια της παρατήρησης (observation)
αντί της κατάστασης και το περιβάλλον αυτό καλείται µερικώς παρατηρήσιµο (partially ob-

servable).
Σκοπός του πράκτορα είναι να µεγιστοποιήσει τη µελλοντική συσσωρευτική επιβράβευση

(cumulative reward). ΄Ετσι, ο πράκτορας προσπαθεί να ϐρει µια ϐέλτιστη στρατηγική, ή πο-
λιτική, (policy), ώστε να πετύχει αυτόν το στόχο. Αξίζει να σηµειώσουµε πως στην παραπάνω
περιγραφή του περιβάλλοντος, ϑεωρούµε πως το reward δίνεται στον πράκτορα την στιγµή
που αυτός µεταβαίνει σε κάποιο άλλο state. Από την άλλη, υπάρχουν αρκετές περιπτώσεις
που αυτό δεν είναι δυνατό να συµβεί ή δεν είναι χρήσιµο να συµβεί. Ωστόσο, στη δική µας
πειραµατική µελέτη ο πράκτορας ϑα λαµβάνει το reward τη στιγµή που επισκέπτεται το νέο
state.

΄Ενα πρόβληµα Ενισχυτικής Μάθησης λέµε ότι έχει άπειρο ορίζοντα (infinite horizon)
όταν µεταβαίνει καταστάσεις επ΄ άπειρον, χωρίς να προβλέται ένα τερµατικό state. Αντίθετα,
όταν το πρόβληµα περιέχει τερµατικά states τότε, στο πρόβληµα, συνήθως ορίζεται η έννοια
του επεισοδίου (episode, trial ή trajectory). Τέτοιες περιπτώσεις λέµε ότι έχουν πεπερασµένο
ορίζοντα (finite horizon). Οι περιπτώσεις στις οποίες δεν ορίζονται επεισόδια λέγονται non

episodic tasks.

2.4.1 Επιβράβευση και Ανταµοιβή

΄Οπως αναφεράµε παραπάνω, σκοπός του πράκτορα είναι να ϐρει µια ϐέλτιστη στρατηγι-
κή (optimal policy) προκειµένου να µεγιστοποιήσει το συσσωρευτικό reward - επιβράβευση.
Αυτό ορίζεται ως

rt = R(St , At , St+1) (2.34)

όπου η R είναι η συνάρτηση της επιβράβευσης (reward function). Επίσης συχνά στη ϐιβλιο-
γραφία το reward έχει ως δείκτη το t + 1, καθώς ο πράκτορας τυπικά το λαµβάνει σε εκείνο
το χρονικό ϐήµα. Ο ορισµός της reward function είναι καθοριστικής σηµασίας, καθώς εάν ο
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πράκτορας λαµβάνει ϑορυβώδη rewards µπορεί να µην ϕθάσει ποτέ σε ϐέλτιστη στρατηγική.
Με την έννοια ϑορυβώδη, αναφερόµαστε σε rewards τα οποία δεν ανταποκρίνονται ορθά σε
µια µετάβαση του πράκτορα ή δεν τον ϐοηθούν να καταλάβει τους στόχους του.

΄Οταν µιλάµε για συσσωρευτική επιβράβευση, αναφερόµαστε στον όρο της ανταµοιβής

(return). Η ανταµοιβή µπορεί να είναι πεπερασµένη είτε άπειρη. Σε περιπτώσεις που ε-
ίναι πεπερασµένη, δηλαδή όταν ορίζεται κάποιο τερµατικό state, συχνά χρησιµοποιείται ο
παρακάτω τύπος

Rt =
T∑
k=0

rt+k+1 (2.35)

όπου Τ είναι ο πεπερασµένος αριθµός χρονικών ϐηµάτων. ΄Οσο το T προσεγγίζει το άπειρο
τότε ϑεωρητικά το άνω όριο του Rt είναι το άπειρο. ΄Ετσι, για περιπτώσεις µη πεπερασµένου
αριθµού χρονικών ϐηµάτων ορίζουµε την ανταµοιβή Gt ως εξής

Gt =
∞∑
k=0

γkrt+k+1 (2.36)

όπου γ ∈ [0,1] είναι ο εκπτωτικός παράγοντας (discounted factor). Το Gt λέγεται ανταµοιβή
µε έκπτωση (discounted return).

Το γ είναι πολύ σηµαντικό για τον καθορισµό της ανταµοιβής του πράκτορα. Παρατηρο-
ύµε πως εάν γ = 0, τότε ο πράκτορας είναι µυωπικός, καθώς ενδιαφέρεται να µεγιστοποιήσει
µόνο το reward που λαµβάνει άµεσα, δηλαδή το rt+1. ΄Οταν το γ < 1, το Gt είναι πεπερασµένο
εφόσον η ακολουθία των rt είναι ϕραγµένη. Από την άλλη, όσο το γ προσεγγίζει το 1, τόσο
περισσότερο ο πράκτορας ϑα λαµβάνει υπόψιν τα µελλοντικά rewards. Επίσης, το Gt συχνά
προτιµάται και για περιπτώσεις finite horizon, δηλαδή µε τερµατικά states, καθώς το γ για
µελλοντικά rewards ϑα είναι όλο και µικρότερο. Με αυτόν τον τρόπο, δίνεται µεγαλύτερη
σηµασία στα πιο άµεσα rewards, χωρίς ωστόσο να µην λαµβάνονται υπόψιν και τα επόµενα.
΄Ετσι, διαισθητικά, το γ µπορεί να µοντελοποιήσει το γεγονός πως ο πράκτορας δεν γνωρίζει
πότε το επεισόδιο ϑα τερµατιστεί µέσω του τερµατικού state.

2.4.2 Μαρκοβιανή ∆ιαδικασία Λήψης Αποφάσεων (MDP)

΄Ενα περιβάλλον Ενισχυτικής Μάθησης µπορεί να περιγραφεί ως µια Μαρκοβιανή ∆ιαδι-
κασία Λήψης Αποφάσεων (Markov Decision Process ή MDP). Τα MDPs στηρίζονται στην
Μαρκοβιανή Ιδιότητα, η οποία στηρίζεται στο ότι ¨το µέλλον είναι ανεξάρτητο του παρελθόντος
δεδοµένου του παρόντος¨. Τυπικά, ϑεωρούµε

P [St+1 | S1, ..., St] = P [St+1 | St] (2.37)

Με αυτόν τον τρόπο, µπορούµε να ορίσουµε τις πιθανότητες µετάβασης (transition proba-

bilities ή state-transition probabilities) µεταξύ ενός state σε ένα άλλο. Μάλιστα, δεδο-
µένου πως από ένα state St ο πράκτορας µπορεί να µεταβεί στο St+1 µέσω ενός action At , η
αντίστοιχη πιθανότητα µετάβασης είναι η P[St+1 | St , At]. Με το P συµβολίζουµε πιθανότητα.

Σε ένα πεπερασµένο MDP, το σύνολα των states S, των actions A και των rewards R
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είναι όλα πεπερασµένα. Στην περίπτωση αυτή, οι τυχαίες µεταβλητές r και s έχουν διακριτές
κατανοµές πιθανότητας εξαρτώµενες από το προηγούµενο state και action. ΄Ετσι, ορίζεται η
δυναµική (dynamics) του MDP µε την συνάρτηση πιθανότητας

p(s′, r | s, a) = P
[
St = s

′, Rt = r | St−1 = s, At−1 = a
]

(2.38)

για όλα τα s′, s ∈ S, r ∈ R και a ∈ A. ΄Ετσι, οι πιθανότητες µετάβασης ισούνται µε

P [St+1 | St , At] = p(s′ | s, a) =
∑
r∈R

p(s′, r | s, a) (2.39)

2.4.2.1 Στρατηγικές και Συναρτήσεις Αξίας

΄Ολοι σχεδόν οι αλγόριθµοι Ενισχυτικής Μάθησης κάνουν λόγο για συναρτήσεις αξίας
(value functions). Πρόκειται για συναρτήσεις του state ή του Ϲευγαριού state-action.
Οι συναρτήσεις αυτές εκτιµούν το πόσο καλό είναι για τον πράκτορα να ϐρίσκονται στο
δεδοµένο state ή πόσο καλό είναι να ϐρίσκονται στο δεδοµένο state και να επιλέγουν το
δεδοµένο action. Σηµειώνουµε πως τα rewards, που ϑα λαµβάνει µελλοντικά ο πράκτορας,
εξαρτώνται από τις επιλογές των actions του. ΄Ετσι, χρειάζεται να ορίσουµε τις στρατηγικές
(policies) µε τις οποίες ο πράκτορας επιλέγει τα actions. Τυπικά, ένα policy π είναι µια
αντιστοίχιση από τα states προς τα διαθέσιµα actions [7]. Εάν ο πράκτορας ακολουθεί ένα
policy π την χρονική στιγµή t, τότε το π(a|s) είναι η πιθανότητα At = a εάν St = s.

Η value function ενός state s, χρησιµοποιώντας το policy π, uπ(s), είναι η αναµενόµενη
ανταµοιβή δεδοµένου πως ο πράκτορας ϐρίσκεται στο s και ακολουθεί το π από εδώ και στο
εξής. Τυπικά, η state-value function ορίζεται ως εξής

uπ(s) = Eπ[Gt | St = s] (2.40)

Από την άλλη, η action-value function ορίζεται ως εξής

qπ(s, a) = Eπ[Gt | St = s, At = a] (2.41)

Για πεπερασµένα MDPs µπορούµε να ορίσουµε µε ακρίβεια ένα ϐέλτιστο policy ϑεω-
ϱώντας πως οι value functions έχουν µια µερική διάταξη πάνω στα policies. ΄Ενα policy π
είναι καλύτερο από ένα άλλο π ΄, εάν η αναµενόµενη ανταµοιβή του είναι µεγαλύτερη για όλα
τα s ∈ S. Ορίζουµε το ϐέλτιστο policy µε π∗ και αντιστοίχως τα u∗ και q∗. Τυπικά γράφουµε

u∗(s) = max
π
uπ(s) (2.42)

και

q∗(s, a) = max
π
qπ(s, a) (2.43)

για όλα τα s ∈ S και τα a ∈ A, αντίστοιχα.

Ορίζουµε τις εξισώσεις Bellman ϐελτιστότητας, λαµβάνοντας ότι η αξία ενός state µε
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ϐέλτιστο policy πρέπει να ισούται µε την αναµενόµενη ανταµοιβή για το καλύτερο διαθέσιµο
action του state αυτού.

u∗(s) = max
a∈A(s)

qπ∗(s, a) = max
a

∑
s′,r

p(s′, r | s, a)
[
r + γu∗(s′)

]
(2.44)

και

q∗(s, a) = E
[
rt+1 + γmax

a′
q∗(St+1, a

′) | St = s, At = a
]

=
∑
s′,r

p(s′, r | s, a)
[
r + γmax

a′
q∗(s′, a′)

] (2.45)

Σε περιπτώσεις πεπερασµένων MDPs, όταν είναι γνωστά τα δυναµικά του περιβάλλοντος,
η Ενισχυτική Μάθηση µπορεί να επιτευχθεί µε αλγορίθµους δυναµικού προγραµµατισµού.
Οι αλγόριθµοι δυναµικού προγραµµατισµού περιλαµβάνουν τους Policy Evaluation, Value
Iteration [7] κά. Σε αντίθετες περιπτώσεις, χρησιµοποιούνται µέθοδοι που περιλαµβάνουν
Temporal Difference ή Monte Carlo αλγορίθµους.

2.4.2.2 Κατηγοριοποίηση Στρατηγικών

Οι µεθοδολογίες για τις στρατηγικές (policies) χωρίζονται σε δύο κατηγορίες : τις on-

policy και τις off-policy. Οι on-policy µέθοδοι προσπαθούν να αξιολογούν και να ϐελ-
τιώνουν ένα υπάρχον policy, µε το οποίο ο πράκτορας λαµβάνει αποφάσεις. Αντίθετα, οι
off-policy µέθοδοι αξιολογούν και ϐελτιώνουν κάποιο policy διαφορετικό από εκείνο που
χρησιµοποιείται για να παράξει τα δεδοµένα [7]. Στις off-policy µεθόδους, το policy που
ϑέλουµε να ϐελτιστοποιήσουµε λέγεται target, ενώ εκείνο µε το οποίο παράγεται η εµπειρία
λέγεται behavior.

2.4.3 Εξερεύνηση vs Εκµετάλλευση

Στην Ενισχυτική Μάθηση, συχνά ϑίγεται η συζήτησης περί εξερεύνησης και εκµετάλ-
λευσης. Προκειµένου να λάβουµε µεγάλο συσσωρευτικό reward, ο πράκτορας πρέπει να
επιλέγει τα καλύτερα δυνατά actions. Ωστόσο, για να µάθει ποια είναι τα καλύτερα actions,
πρέπει πρώτα να έχει µάθει να τα αναγνωρίζει. ΄Ετσι, για να µάθει κάτι τέτοιο, είναι αναγκα-
ίο να επιλέγει και actions που δεν έχει ξαναεπιλέξει. Κατά αυτόν τον τρόπο, ο πράκτορας
µπορεί να εκµεταλλεύεται τα καλύτερα του actions αλλά και να εξερευνεί νέα, τα οποία
ενδέχεται να συµβάλουν µακροπρόθεσµα στο να ϕθάσει σε ϐέλτιστο policy. Αυτό είναι και
το λεγόµενο αντιστάθµισµα (trade-off ) ανάµεσα στην εξερεύνηση και την εκµετάλλευση.
΄Ετσι, ο πράκτορας χρειάζεται να ϐρίσκει µια ισορροπία ανάµεσα σε αυτά τα δύο, ώστε να
αντιµετώπιζει πιο αποτελεσµατικά το εκάστοτε πρόβληµα.

2.4.4 Μέθοδοι Monte Carlo

Οι µέθοδοι Monte Carlo χρησιµοποιούνται, όταν έχουµε ως δεδοµένα δείγµατα επει-
σοδίων, χωρίς a priori γνώση του περιβάλλοντος. Σκοπός του πράκτορα ϕυσικά είναι να
ϐρει ένα ϐέλτιστο policy. ΄Ετσι ένα µοντέλο Monte Carlo χρειάζεται απλά να παράγει µετα-
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ϐάσεις του πράκτορα και όχι ολόκληρες τις κατανοµές πιθανοτήτων, που απαιτούνται στους
αλγορίθµους δυναµικού προγραµµατισµού.

Η ιδεά των µεθόδων Monte Carlo είναι πως ο πράκτορας κάθε ϕορά παράγει την εµπει-
ϱία µε τις µεταβάσεις των states για ένα ολόκληρο επεισόδιο - ή µέχρι µία καθορισµένη
τερµατική κατάσταση. Με αυτόν τον τρόπο, εκπαιδεύεται επαναληπτικά για κάθε µετάβασή
του, χρησιµοποιώντας την πραγµατική ανταµοιβή που έλαβε κατά τη διάρκεια του επεισοδίου
αυτού. ΄Ενα ϐασικό πλεονέκτηµα των µεθόδων αυτών είναι πως οι συναρτήση αξίας για κάθε
state είναι ανεξάρτητες, υπό την έννοια ότι η εκτίµηση αυτή δεν ϐασίζεται σε κάποια προη-
γουµένως υπολογισµένη εκτίµηση κάποιου άλλου state. Με άλλα λόγια, οι Monte Carlo
µέθοδοι δεν κάνουν bootstrapping [7].

2.4.5 Μέθοδοι Temporal Difference

Το Temporal Difference συνδυάζει τη δειγµατοληψία (sampling) των µεθόδων Monte
Carlo - και το bootstrapping - του δυναµικού προγραµµατισµού. Η ανανέωση του value
function V(s) γίνεται µε τον εξής τρόπο

V (St) = V (St) + a
[
Rt+1 + γV (St+1 − V (St)

]
(2.46)

όπου a είναι το step size της µάθησης. Η διαφορά δt = Rt+1 + γV (St+1 − V (St) λέγεται
Temporal Difference Error (TD Error).

Υπάρχουν δύο ϐασικοί αλγόριθµοι που ϐασίζονται στο Temporal Difference: ο Sarsa και
ο Q-learning. Ο Sarsa είναι on-policy, ενώ ο Q-learning είναι off-policy. ∆εδοµένου πως
στην µελέτη µας, ϑα ασχοληθούµε µε αλγορίθµους ϐασισµένους στο Q-learning, ϑεωρούµε
πως άλλοι αλγόριθµοι Temporal Difference είναι εκτός του ενδιεφέροντος της παρούσης
δουλειάς και παραπέµπουµε τον αναγνώστη στη σχετική ϐιβλιογραφία.

2.4.5.1 Q-learning

Ο αλγόριθµος του Q-learning ανανεώνει την value function Q(S,A) ως εξής

Q(St , At) = Q(St , At) + a
[
Rt+1 + γmax

a
Q(St+1, a) − Q(St , At)

]
(2.47)

Η Q λέγεται και Q-function, ενώ οι τιµές της ονοµάζονται Q-values. Παρακάτω, παραθέτου-
µε τον αλγόριθµο του Q-learning. Αυτός χρησιµοποιεί ως target policy την άπληστη επιλογή
και ως behavior policy κάποια, η οποία λαµβάνει υπόψιν το trade-off της εξερεύνησης-
εκµετάλλευσης. ΄Ενα τέτοιο policy µπορεί να είναι το ϸ-greedy, για το οποίο ϑα συζητήσουµε
και στο πειραµατικό µέρος της εργασίας µας. Για σύγκλιση, δηλαδή για να ϕθάσουµε σε
ϐέλτιστο policy, αποτελεί απαιτήση το γεγονός πως για όλα τα Ϲευγάρια S,A πρέπει να συµ-
ϐαίνει τακτικά η ανανεώση της Q(S,A). Παράλληλα, χρειάζεται να µειώνεται µε κάποιο ϱυθµό
και το step size a, που έχει παρόµοια σηµασία µε το learning rate στα τεχνητά νευρωνικά
δίκτυα.
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Εικόνα 2.3: Ο Αλγόριθµος Q-learning. Πηγή [7]

2.4.5.2 Double Q-learning

Το πρόβληµα που προκύπτει µε το απλό Q-learning - όπως και µε το Sarsa - είναι
πως συχνά συµβαίνει υπερεκτίµηση των εκτιµώµενων τιµών που επιλέγονται από τον τελεστή
max κατά την ενηµέρωση της Q. ΄Ετσι, το µοντέλο οδηγείται σε σηµαντικά µεγάλη ϑετική
προκατάληψη (bias). ∆ιαισθητικά, ένας τρόπος να το δούµε είναι πως το µοντέλο που επιλέγει
το καλύτερο Ϲευγάρι είναι και εκείνο που υπολογίζει τις αντίστοιχες τιµές της Q για όλα τα
Ϲευγάρια.

Για αυτόν τον λόγο, προτείνεται η χρήση δύο µοντέλων, Q1 και Q2 - ίδιας αρχιτεκτονικής
- ώστε το ένα να επιλέγει το καλύτερο Ϲευγάρι (S,A) - κατά τον τελεστή του max - και το άλλο
να εκτιµά τα Q-values. ΄Ετσι, η ενηµέρωση γίνεται ως εξής

Q1(St , At) = Q1(St , At) + a
[
Rt+1 + γQ2

(
St+1, argmax

a
Q1(St+1, a)

)
− Q1(St , At)

]
(2.48)

Μάλιστα, προτείνεται τα δύο µοντέλα να εναλλάσουν τη λειτουργία τους µε τυχαίο τρόπο -
πιθανότητα ίση µε 0.5 - κατά την ενηµέρωση. Παρακάτω, απεικονίζουµε τον αλγόριθµο του
Double Q-learning.

Εικόνα 2.4: Ο Αλγόριθµος Double Q-learning. Πηγή [7]
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2.4 Ενισχυτική Μάθηση

2.4.5.3 Deep Q-learning

Μέχρι στιγµής έχουµε δει περιπτώσεις στις οποίες ο αριθµός των states ή/και των actions
ήταν πεπερασµένος. Αυτό σηµαίνει πως µπορούµε όλες τις εκτιµήσεις της value function
να τις αποθηκεύουµε σε κάποια δοµή, πχ. πίνακα (tabular methods). Επίσης, έχουµε
αναφέρει πως σε τέτοιες περιπτώσεις επέρχεται σύγκλιση, και άρα το ϐέλτιστο policy, κάτω
από ορισµένες συνθήκες.

Ωστόσο, τι γίνεται στην περίπτωση που δεν µπορούµε να σώζουµε τις εκτιµήσεις σε πίνα-
κα στην περίπτωση που ο αριθµός των states ή/και των actions είναι πολύ µεγάλος ή/και
µη πεπερασµένος - άρα έχουµε µη πεπερασµένο (infinite) MDP; Την απάντηση σε αυτό το ε-
ϱώτηµα δίνουν οι µέθοδοι προσεγγιστικών συναρτήσεων (function approximation methods).
Στην εποχή της Βαθιάς Μάθησης, η πιο συχνή προσεγγιστική συνάρτηση είναι ένα νευρω-
νικό δίκτυο. ΄Οταν η Ενισχυτική Μάθηση συνδυάζεται µε την Βαθιά Μάθηση, τότε συχνά
χρησιµοποιείται ο όρος της Βαθιάς Ενισχυτικής Μάθησης (Deep Reinforcement Learning ή
Deep RL).

΄Ετσι, ο Mnih και οι συνεργάτες του [8] πρότειναν το Deep Q-learning µέσα από τη
χρήση δύο νευρωνικών δικτύων που λέγονται Deep Q-Networks (DQN ). Ο αλγόριθµος αυτός
αναπαρίσταται παρακάτω.

Εικόνα 2.5: Ο Αλγόριθµος Deep Q-learning. Πηγή [8]

Σηµειώνουµε τη χρήση µιας δοµής που αποθηκεύει τις εµπειρίες που λαµβάνει ο πράκτορας.
Η δοµή αυτή λέγεται Experience Replay και αποθηκεύει εγγραφές της µορφής

〈St , At , Rt+1, St+1〉
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Στον παραπάνω αλγόριθµο, το St περνάει από µια µη γραµµική συνάρτηση φ, οπότε οι
εγγραφές είναι της µορφής

〈φt , At , Rt+1, φt+1〉

Ακόµη τονίζουµε τη χρήση των δύο Q-Networks, από τα οποία, το ένα λειτουργεί ως στόχος
κατά το TD Error. Αυτό το νευρωνικό δίκτυο - στόχος - λέγεται Target Q-Network. Ο
αλγόριθµος µετά από έναν προκαθορισµένο αριθµό χρονικών ϐηµάτων ανανεώνει επαναλη-
πτικά τις παραµέτρους θθθ− του Target Q-Network µε τις αντίστοιχες (θθθ) του άλλου.

Η χρήση του Target Q-Network είναι καθοριστικής σηµασίας για το DQN. Με το Deep
Q-learning, έχουµε αντικαταστήσει τις πραγµατικές τιµές της value function µε µία προ-
σεγγιστική συνάρτηση. Ωστόσο, ενηµερώνουµε τις τιµές για κάθε action, χωρίς να έχουµε
ϐεβαίωση ότι ϕθάνουµε σε σύγκλιση ή ότι η µάθηση είναι σταθερή. Συχνά, στο Deep Q-
learning ϐλέπουµε ο πράκτορας να αρχίζει να µαθαίνει καλά το πρόβληµα, παίρνοντας
σωστές αποφάσεις. Ωστόσο µετά από κάποιο σηµείο παρατηρούµε τροµέρη µείωση των σω-
στών αποφάσεων, καθώς το step size ελαττώνεται. Αυτό το ϕαινόµενο λέγεται καταστροφική
λήθη (catastrophic forgetting). ΄Ετσι, η χρήση του Target Q-Network εξασφαλίζει την
σταθερή µάθηση. ∆ιαισθητικά, ο πράκτορας κάθε ϕορά στοχεύει να µάθει έναν στόχο, που
αντιστοιχεί σε ένα ϐάθος, που εκφράζει το πόσο καλά αυτός έχει µάθει το πρόβληµα. ΄Οταν
ϕθάσει σε αυτό το ϐάθος της µάθησης, τότε αλλάζει το στόχο, ώστε να εµβαθύνει ακόµα
περισσότερο στο πρόβληµα. Με άλλα λόγια, ¨ο πράκτορας προσπαθεί να κυνηγήσει έναν
κινούµενο στόχο¨, ώστε µε κάθε ανανεώση των παραµέτρων του στόχου να σκοπεύουµε σε
ένα πιο σταθερό µοντέλο.

2.4.5.4 Double Deep Q-learning

Το Deep Q-learning, ωστόσο, έχει το ίδιο πρόβληµα υπερεκτίµησης των τιµών που είδαµε
και στο Q-learning. Για το λόγο αυτό, ο van Hasselt και άλλοι [33] πρότειναν τον αλγόριθµο
του Double Deep Q-learning χρησιµοποιώντας και πάλι δύο Q-Networks. Τα νευρωνικά
δίκτυα αυτά λέγονται Double Deep Q-Network (DDQN ). Οµοίως µε το Double Q-learning,
ο στόχος κατά την ανανέωση της Q γράφεται ως εξής

y = ri+1 + γQ

(
φt+1, argmax

a
Q (φt+1, a;θθθ) ;θθθ−

)
(2.49)

Κατά τα άλλα, ο αλγόριθµος του Deep Q-learning παραµένει ως έχει.

2.5 ∆ιαχείρηση Κειµένων και Επεξεργασία Φυσικής Γλώσσας

Στην ενότητα αυτή ϑα συζητήσουµε σχετικά µε τη διαχείρηση των κειµένων, µέσα από
µεθόδους της Επεξεργασίας Φυσικής Γλώσσας (Natural Language Processing ή NLP).
Στο NLP, είναι απαραίτητο να µετατρέπουµε ένα κείµενο σε µια µορφή, η οποία ϑα µπορεί
να χρησιµοποιηθεί άµεσα από αλγορίθµους Μηχανικής Μάθησης.

Στην Υποενότητα 2.5.1 ϑα περιγράψουµε µεθόδους µε τις οποίες προεπεξεργαζόµαστε
ένα κείµενο, στην Υποενότητα 2.5.2 ϑα συζητήσουµε για το µοντέλο ανάκτησης πληροφορίας
µε λογική Μπουλ, ενώ στην Υποενότητα 2.5.3 ϑα µιλήσουµε για αναπαραστάσεις των λέξεων
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- ή των κειµένων - µε τη µορφή διανύσµατων.

2.5.1 Προεπεξεργασία Κειµένου

Προκειµένου ένα κείµενο να χρησιµοποιήθει από κάποιον αλγόριθµο, συνήθως χρειάζε-
ται να υποστεί µια αρχική προεπεξεργασία (Text Preprocessing). Αρχικά, χρειάζεται να
µετασχηµατίσουµε το κείµενο σε κοµµάτια (tokenization), ώστε κάθε κοµµάτι (token) να
αποτελεί µια λέξη ή κάποιο σύµβολο. Στην συνέχεια, συνήθως πρέπει να αφαιρέσουµε τα
tokens που περιέχουν σύµβολα, τα οποία δεν προσδίδουν άµεση πληροφορία σχετικά µε το
σηµασιολογικό περιεχόµενο του κειµένου. Τέτοια σύµβολα µπορεί να είναι σηµεία στίξης,
αριθµοί, µαθηµατικά σύµβολα κά. Βεβαίως τα σύµβολα που αφαιρούµε µπορούν να ποικίλ-
λουν, αναλόγα µε τις απαιτήσεις του εκάστοτε προβλήµατος. Μία άλλη σηµαντική ενέργεια
είναι η απαλοιφή των tokens που περιέχουν κάποια λέξη η οποία εµφανίζεται αρκετά συχνά
στα κείµενα και δεν προσδίδει σηµασιολογική πληροφορία. Τέτοιες λέξεις (stopwords) επι-
λέγονται ως υπερπαράµετροι από τον ίδιο τον προγραµµατιστή και µπορεί να είναι άρθρα,
αντωνυµίες, προσδιορισµοί, ϱήµατα κατάστασης κά. Η αφαίρεση των λέξεων αυτών είναι
συχνή σε εφαρµογές, όπου δεν απαιτείται η πλήρης αλληλουχία των λέξεων του κειµένου.

Επιπλέον, σε αρκετές περιπτώσεις συνηθίζεται να επιλέγονται δύο εναλλακτικές διαδικα-
σίες : το stemming και το lemmatization. Το stemming είναι η διαδικασία µε την οποία
οι λέξεις αντικαθίστανται από τις ϱίζες τους. Με τον τρόπο αυτό, απαλοίφουµε χαρακτήρες
και καταλήξεις λέξεων, που δεν προσφέρουν παραπάνω σηµασιολογικό περιεχόµενο από την
ϱίζα της λέξης. Από την άλλη, το lemmatization είναι η διαδικασία µε την οποία οµαδο-
ποιούµε µαζί τα παράγωγα µίας λέξης, ώστε αυτά να αποτελούν το ίδιο token. Με αυτόν τον
τρόπο, αντιστοιχίζονται όλες οι µορφές µιας λέξης µε το λήµµα της δηλαδή µε τη µορφή µε
την οποία ϑα τη ϐρίσκαµε σε ένα λεξικό. Ωστόσο, για να γίνει αυτή η διαδικασία, χρειάζεται
εκ των προτέρων να είναι γνωστό το λεξικό µε τις λέξεις των κειµένων.

2.5.2 Ανάκτηση Πληροφορίας µε το Μοντέλο Λογικής Μπουλ

Στην Ανάκτηση Πληροφορίας, ανέκαθεν, σκοπός είναι µε χρήση ενός ερωτήµατος (query)
να εξάγονται κείµενα από µια συλλογή δεδοµένων. Τα κείµενα αυτά πρέπει να ικανοποιούν
ορισµένες ιδιότητες που περιέχονται µέσα στο query.

Το µοντέλο λογικής Μπουλ (Boolean Model [34]) είναι το πρώτο µοντέλο, που ανα-
πτύχθηκε ποτέ, για Ανάκτηση Πληροφορίας. Βασίζεται στην λογική Μπουλ και την κλασική
ϑεωρία συνόλων, κατά τρόπο, ώστε τόσο το κείµενο όσο και το query να αναπαρίστανται ως
σύνολα όρων. ΄Ενας όρος µπορεί να είναι µία λέξη ή µια ϕράση. ΄Ενα κείµενο µπορεί να
αναπαρίσταται ως σύνολο όρων, χωρίς ωστόσο κατά ανάγκη κάθε λέξη του κειµένου να περι-
έχεται σε κάποιο όρο. Η ανάκτηση των κειµένων συµβαίνει, εάν τα κείµενα αυτά περιέχουν
όλους τους όρους που υπάρχουν στην αναπαράσταση του query. ΄Ετσι, για κάθε query µπο-
ϱεί να ανακτώνται ακόµα και περισσότερα από ένα κείµενα της συλλογής. ∆εδοµένου πως
δεν ϑα χρησιµοποιήσουµε στη µελέτη µας το Boolean Model, παραπέµπουµε τον αναγνώστη
για περισσότερες πληροφορίες στο [34].
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2.5.3 ∆ιανυσµατικές Αναπαραστάσεις Λέξεων και Κειµένων

Στην υποενότητα αυτή, ϑα µιλήσουµε για αναπαραστάσεις των λέξεων ενός κειµένου σε
µορφή διανύσµατος σταθερού µεγέθους. Ανέκαθεν, οι αναπαραστάσεις αυτές έχουν ϐοη-
ϑήσει σηµαντικά στην επίλυση πολλών διαφορετικών προβληµάτων της Επεξεργασίας Φυσι-
κής Γλώσσας. Με τον όρο διάνυσµα λέξεως αναφερόµαστε στην αντικατάσταση κάθε λέξης
του λεξικού των κειµένων µε ένα διάνυσµα σταθερής διάστασης. Σκοπός µίας τέτοιας µεθο-
δολογίας είναι η κάθε λέξη να αναπαρίσταται στο χώρο και, άρα, να ορίζεται σε έναν ϐαθµό
η οµοιότητα ή διαφορετικότητα των λέξεων, µέσα από τα διανύσµατα αναπαράστασης. ΄Ετσι,
µπορούµε να µετράµε την οµοιότητα δύο λέξεων µέσα από µαθηµατικές µετρικές, όπως το
εσωτερικό γινόµενο και οι οµοιότητες συνηµιτόνου και Jaccard, ή η Ευκλείδεια απόσταση.

Από εδώ και στο εξής, ϑα αναφερόµαστε στις διανυσµατικές αναπαραστάσεις των λέξεων
µε τον ορό διανύσµατα λέξεων (word embeddings). ∆εδοµένου πως κάθε λέξη ϑα αντιστοι-
χίζεται σε ένα word embedding, δηλαδή σε ένα διάνυσµα σταθερής διάστασης, ιδανικά ϑα
ϑέλαµε η κάθε διάσταση να περιγράφει διαφορετική σηµασιολογίκη ή/και συντακτική ιδι-
ότητα από τις υπόλοιπες. Επιπλέον, κάθε κείµενο µπορεί να αναπαρίσταται ως ένας πίνακας
(matrix) µε γραµµές τα word embeddings των αντίστοιχων λέξεών του. ΄Ετσι, εάν υποθέσου-
µε πως η διάσταση των word embeddings είναι D και το κείµενο περιέχει N λέξεις, τότε το
κειµένου µπορεί να έχει πίνακα αναπαράστασης µεγέθους NxD.

Αξίζει να αναφέρουµε το µοντέλο διανυσµατικού χώρου (Vector Space Model [35]). Σε
αντίθεση µε το Boolean Model, µε το µοντέλο αυτό, µπορούµε αλγεβρικά να αναπαριστούµε
κείµενα ως διανύσµατα, τα οποία αποτελούνται από αναγνωριστικά χαρακτηριστικά, όπως
δεικτοδότησης ή/και σηµασιολογίας.

Μέχρι το τέλος της Ενότητας αυτής, ϑα συζητήσουµε για διαφορετικές µεθοδολογίες
και αλγορίθµους που αντικαθιστούν τις λέξεις ενός κειµένου, είτε το ίδιο το κείµενο, µε δια-
νύσµατα. Επιγραµµατικά ϑα αναφερθούµε στα εξής : ∆είκτες του λεξικού (2.5.2.1), One-Hot
Vectors (2.5.2.2), ∆ιανύσµατα µε χρήση tf-idf, word embeddings µε τον επαναληπτικό αλ-
γόριθµο word2vec (2.5.2.3) και word embeddings µε τον επαναληπτικό αλγόριθµο Glove
(2.5.2.4). Σηµειώνουµε πως οι µέθοδοι One-Hot Vectors, tf-idf, word2vec και Glove χρησι-
µοποιούν ως ϐάση το Vector Space Model.

2.5.3.1 ∆είκτες του λεξικού

Μία αναποτελεσµατική µέθοδος για την αντικατάσταση των λέξεων µε διανύσµατα είναι η
χρήση δεικτών µε τις αντίστοιχες εγγραφές τους στο λεξικό. Μία τέτοια ενέργεια δεν παρέχει
σε κανένα ϐαθµό σηµασιολογική ή/και συντακτική πληροφορία. Επίσης, δεδοµένου πως
κάθε λέξη είναι ένα ϐαθµωτό µέγεθος - και πιο συγκεκριµένα ένας αύξοντας αριθµός -
οι λέξεις µεταξύ τους επιδέχονται διάταξη. Ωστόσο, αυτή η διατάξη δεν ανταποκρίνεται
προφανώς στην πραγµατική συσχέτιση των λέξεων και προκαλεί ϑόρυβο. ΄Οσον αφορά το
ολόκληρο κείµενο, αυτό αναπαριστάται ως ένα διάνυσµα µε χαρακτηριστικά τους δείκτες
των αντίστοιχων λέξεών του.
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2.5.3.2 One-Hot Vectors

Μία εναλλακτική, αλλά και πάλι, αρκετά απλή µεθοδολογία είναι η χρήση διακεκριµένων
διανυσµάτων για κάθε λέξη του λεξικού, µε την χρήση One-Hot Vectors. Τα διανύσµατα
αυτά είναι one-hot, υπό την έννοια πως υπάρχουν τόσες στάθµες - διαστάσεις - όσες είναι οι
διαφορετικές λέξεις του λεξικού. Κάθε στάθµη είναι ενεργή - ίση µε 1 - µόνο για την λέξη που
της αντιστοιχεί. Με αυτόν τον τρόπο, κάθε λέξη αντιστοιχεί σε ένα διάνυσµα, το οποίο σε όλες
τις διαστάσεις του, εκτός από µία, είναι µηδενικό. ΄Οσες περισσότερες λέξεις αποτελούν το
λεξικό, τόσες ϑα είναι και οι διαστάσεις ενός διανύσµατος. ΄Ετσι, δηµιουργούµε διανύσµατα
πολύ µεγάλης διάστασης, αλλά και πάρα πολύ αραιά, χωρίς, ωστόσο, αυτά να παρέχουν
πληροφορίες για το σηµασιολογικό και συντατικό περιεχόµενο των λέξεων. Από την άλλη,
είναι χρήσιµα σε περιπτώσεις, όπως η αναπαράσταση ολόκληρου του κειµένου. Κάθε κείµενο
αναπαρίσταται ως ένας πίνακας, του οποίου οι γραµµές είναι οι one-hot αναπαραστάσεις των
λέξεών του. Τονίζουµε πως οι γραµµές του πίνακα τηρούν τη σειρά των λέξεων, όπως αυτές
εµφανίζονται στο κείµενο.

2.5.3.3 ∆ιάνυσµα κειµένου µε χρήση tfidf

Μία στατιστική µέθοδος αναπαράστασης των λέξεων σε διανύσµατα είναι µέσω της χρήσης
του term frequency–inverse document frequency (tfidf ). Το tfidf είναι µια στατιστική µε-
τρική, που σκοπεύει να αναδείξει την σηµαντικότητα µιας λέξης δεδοµένου ενός συνόλου
κειµένων.

Αρχικά, δηµιουργούµε το λεξικό των λέξεων, που υπάρχουν σε όλα τα κείµενα του συ-
νόλου. Θα αναπαραστήσουµε κάθε λέξη µε έναν πραγµατικό αριθµό, όπως και στην πε-
ϱίπτωση µε τους δείκτες. Ωστόσο, στην περίπτωση αυτή, κάθε κείµενο αντιστοιχίζεται µε ένα
διάνυσµα, το οποίο έχει διάσταση ίση µε το µεγέθος του λεξικού.

Για κάθε κείµενο i του συνόλου εργαζόµαστε µε τον ακόλουθο τρόπο. Βρίσκουµε για
κάθε λέξη του j το term frequency (tf), το οποίο ορίζεται ως εξής

tfi,j =
ni,j∑NW
j=1 ni,j

(2.50)

όπου το NW είναι το πλήθος των διαφορετικών λέξεων του κειµένου j και το ni,j είναι το
πλήθος των ϕορών που εµφανίζεται η λέξη i στο j.

Στη συνέχεια, για κάθε λέξη i του λεξικού ϐρίσκουµε το inverse document frequency
(idf) που ορίζεται ως εξής

idf (i) = log
N

n
(2.51)

όπου το Ν είναι το πλήθος όλων των κειµένων του συνόλου και το n είναι το πλήθος των
κειµένων που περιέχουν τη λέξη i.

΄Ετσι, για κάθε λέξη ενός κειµένου, προκύπτει η τιµή του tfidf = tf · idf . Με αυτόν
τον τρόπο, κάθε κειµένο αναπαρίσταται ως διάνυσµα µεγέθους W , όπου το W είναι το
πλήθος των διαφορετικών λέξεων στο σύνολο κειµένων. Σηµειώνουµε πως ούτε µε το tfidf
το κείµενο αναπαρίσταται σηµασιολογικά ή συντακτικά. Από την άλλη, επιτυγχάνεται µια
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στατιστική ένδειξη της σηµασιάς των λέξεων πάνω στα δεδοµένα κείµενα. Με αυτόν τον τρόπο,
κάποιες λέξεις κρίνονται σηµαντικές σε σχέση µε κάποιες άλλες. Αναφέρουµε πως η χρήση
του tfidf συνήθως καθιστά αναγκαία την προεπεξεργασία του κειµένου, που περιγράψαµε
παραπάνω. Ειδικότερα, τις περισσότερες ϕορές απαιτείται το stemming/lemmatization,
αφού οι αναπαραστάσεις δεν παρέχουν σηµασιολογίκη ερµηνεία των λέξεων, µε αποτέλεσµα
παρόµοιες σηµασιολογικά λέξεις τελικά να διαφερούν σηµαντικά.

2.5.3.4 Το word2vec µοντέλο

Στο σηµείο αυτό, ϑα µιλήσουµε για έναν επαναληπτικό αλγόριθµο που στοχεύει στην
δηµιουργία word embeddings, τα οποία παρέχουν σηµασιολογίκη και συντακτική πληροφο-
ϱία των λέξεων. Ο αλγόριθµος word2vec προσπαθεί, µε επαναληπτικό τρόπο, να εντοπίσει
της συσχετίσεις µεταξύ των λέξεων ενός κειµένου. Υπολογίζει την πιθανότητα εµφάνισης
µιας λέξης, δεδοµένου του περιεχοµένου (context) ενός κυλιόµενου παραθύρου στο οποίο
ϐρίσκεται κάθε ϕορά. Στην επιστηµονική ϐιβλιογραφία, έχουν παρατηρηθεί αρκετές προ-
σπάθειες [36, 37], µε εκείνη του Mikolov και άλλων [38] να έχει εδραιώθει ευρέως στο χώρο
της Επεξεργασίας Φυσικής Γλώσσας.

Στο word2vec προτείνουν δύο ϐασικούς αλγορίθµους : το Continuous Bag-of-words

(CBOW ) και το skip-gram. Οι δύο αυτοί αλγόριθµοι στοχεύουν στον ίδιο σκοπό, αλλά
µε εναλλακτικό τρόπο. Στο CBOW, Σχήµα 2.10, είναι δεδοµένες οι context λέξεις και το
µοντέλο προσπαθεί να προβλέψει την κεντρική. Αντίθετα, στο skip-gram, Σχήµα 2.11 είναι
δεδοµένη η κεντρική λέξη και το µοντέλο προσπαθεί να προβλέψει τις υπόλοιπες λέξεις του
context.

Επιπλέον, έχουν προταθεί δύο µεθοδολογίες ϐελτιστοποίησης πόρων: µέσω hierarchical

softmax και µέσω negative sampling. Στην πρώτη µέθοδο, χρησιµοποιείται ένα δέντρο,
προκειµένου να υπολογίζονται αποδοτικά οι πιθανότητες των λέξεων του λεξικού. Αντίθετα,
στη δεύτερη µέθοδο, προτείνεται η δειγµατοληψία των αρνητικών προτύπων [4].

Σχήµα 2.10: Continuous Bag-of-words. Πηγή [4]
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Σχήµα 2.11: skip-gram. Πηγή [4]

2.5.3.5 Το Glove µοντέλο

Μία εναλλακτική µέθοδος είναι µέσω του Glove µοντέλου [39]. Στον αλγόριθµο αυτόν,
το µοντέλο προσπαθεί να προβλέψει την πιθανότητα εµφάνισης µιας λέξης στο context µιας
άλλης λέξης. Η µάθηση πραγµατοποιείται µέσω της ϐελτιστοποίησης µιας συνάρτησης ε-
λαχίστων τετραγώνων. Σκοπός είναι να δηµιουργηθεί ένας χώρος αναπαράστασης, ο οποίος
ϑυµάται όλη τη σηµαντική σηµασιολογίκη πληροφορία των λέξεων. Ωστόσο, δεδοµένου πως
δεν ϑα συναντήσουµε το Glove µοντέλο στη συνέχεια της µελέτης µας, προτρέπουµε τον
αναγνώστη στο [39].

2.6 Συµφωνία Επισηµειωτών

Προκειµένου να προχωρήσουµε στη διαδικασία επισηµείωσης ενός συνόλου παρατη-
ϱήσεων, πρέπει αρχικά να ελέγξουµε κατά πόσο οι επισηµειωτές συµφωνούν µεταξύ τους.
΄Ετσι, στην ενότητα αυτή, ϑα µελετήσουµε την συµφωνία των επισηµειωτών (Inter-annotator

agreement).

Το ϐασικό πρόβληµα, στην περίπτωση που έχουµε παραπάνω από δύο επισηµειώτες,
είναι πως εάν δεν προκύψει ικανοποιητική συµφωνία µεταξύ τους, τότε πιθανόν οι τελικές
επισηµειώσεις να είναι λανθασµένες. Σύµφωνα µε την Εικόνα 2.6, η ένδειξη συµφωνίας
µεταξύ των επισηµειωτών υποδηλώνει την αξιοπιστία των επισηµειώσεων, που αποτελεί ανα-
γκαία αλλά όχι ικανή συνθήκη για σωστές επισηµειώσεις.
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Εικόνα 2.6: Το σχήµα του Inter-annotator agreement. Πηγή [5]

Οι επισηµειωτές πρέπει να αποτελούν γνώστες του µελετούµενου ϑέµατος. Κατά την δια-
δικασία του Inter-annotator agreement, ο καθένας πρέπει να δίνει επισηµείωσεις µε τέτοιο
τρόπο, ώστε να µην γνωρίζει τις αντίστοιχες επισηµειώσεις των υπολοίπων. Η διαδικασία
αυτή είναι επαναληπτική. Αρχικά, επιλέγεται ένα αντιπροσωπευτικό δείγµα του συνόλου δε-
δοµένων. Οι επισηµειωτές ορίζουν τις οδηγίες, µε τις οποίες αυτοί ϑα δίνουν τις αντίστοιχες
επισηµειώσεις. Στη συνέχεια, δίνουν επισηµειώσεις πάνω στο δείγµα των παρατηρήσεων,
που επιλέχθηκε. Εάν προκύψει η επιθυµητή συµφωνία, τότε συνεχίζουν µε τη διαδικασία
επισηµείωσης όλου του συνόλου δεδοµένων. Εάν όχι, τότε ξαναορίζονται οι οδηγίες επιση-
µειώσεις και ξαναεπισηµειώνουν το δείγµα παρατηρήσεων - πάλι ανεξάρτητα µεταξύ τους -
µέχρις ότου να ικανοποιηθεί η επιθυµητή συµφωνία. Η παραπάνω διαδικασία απεικονίζεται
στο Σχήµα 2.12.

Σχήµα 2.12: Επαναληπτική διαδικασία Inter-annotator agreement. Πηγή [5]

Θα µελετήσουµε τρεις µετρικές που υποδηλώνουν την συµφωνία των επισηµειωτών : το
Raw Agreement, το Cohen’s kappa και το Krippendorff’s alpha.

2.6.1 Raw Agreement

Το Raw Agreement (ή Observed Agreement) είναι µια ϐασική µετρική της συµφωνίας
των επισηµειωτών, και αποτελεί, ίσως, την πιο συχνή µέθοδο για µέτρηση της συµφωνίας
[40]. ∆ίνεται από την σχέση

Raw Agreement =
Number of Agreed Annotations

Number of All Annotations
(2.52)

Το ϐασικό αρνητικό µε το Raw Agreement είναι ότι δεν λαµβάνει καθόλου υπόψιν την
πιθανότητα ορισµένες συµφωνηµένες επισηµειώσεις να προέκυψαν τυχαία. Επίσης, δεν
προσµετράει τις διαφορές µεταξύ των µη συµφωνηθέντων επισηµειώσεων. Παρ΄ όλα αυτά,
αποτελεί µια ένδειξη συµφωνίας.
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2.6.2 Cohen’s kappa

Ο πλέον αποδεκτός τρόπος για να δεχτούµε την συµφωνία ανάµεσα στους επισηµειωτές
είναι οι µετρικές της οικογένειας των kappa/alpha [5]. Το Cohen’s kappa [41] αποτελεί µια
κλασική στατιστική µετρική, που µετράει το ποσό της συµφωνίας που διαπιστώθηκε πάνω
από το επίπεδο της αναµενόµενης τυχαίοτητας. Το Cohen’s kappa δίνεται από την σχέση

κ =
A0 − Ae
1 − Ae

(2.53)

όπου A0 είναι το πραγµατικό ποσοστό συµφωνίας και το Ae είναι το αναµενόµενο. ΄Ετσι το
κ είναι ένας συντελεστής ϕραγµένος στο [0,1]. Σε περίπτωση τέλειας συµφωνίας, αυτό είναι
ίσο µε 1, ενώ σε περίπτωση παντελούς διαφωνίας ίσο µε 0. Στο Σχήµα 2.13 αναπαριστούµε
τις ενδεικτικές κλίµακες αξιοπιστίας των τιµών για το κ.

Σχήµα 2.13: Κλίµακες αξιοπιστίας των τιµών του Cohen’s kappa

2.6.3 Krippendorff’s alpha

Μια µετρική της οικογενείας των kappa/alpha που εκφράζεται στα πλαίσια της διαφωνίας
των επισηµειωτών παρά της συµφωνίας τους είναι το Krippendorff’s alpha [42]. Η µετρική
αυτή λαµβάνει υποψίν τις αποστάσεις µεταξύ των όλων των επισηµειώσεων, που δόθηκαν για
µια παρατήρηση, ϑεωρώντας πως οι δυνατές διαφορετικές επισηµειώσεις λαµβάνουν διάταξη
(ordered annotations). ∆ίνεται από την σχέση

α = 1 −
D0

De
(2.54)

όπου

D0 =
1

Ic(c − 1)

∑
i∈I

∑
k1∈K

∑
k2∈K

nik1nik2dk1k2 (2.55)

µε I να είναι το πλήθος των παρατηρήσεων προς επισηµείωση, c ο αριθµός των επισηµειωτών,
K το πλήθος των διακεκριµένων επισηµειώσεων (labels), nik ο αριθµός των επισηµειωτών που
έθεσαν για την παρατήρηση i την επισηµείωση k και dkikj =

(
r(ki) − r(kj)

)2
, όπου r(ki) είναι

η ϐαθµίδα της επισηµείωσης i,
και

De =
1

N(N − 1)

∑
k1∈K

∑
k2∈K

nk1nk2dk1k2 (2.56)

µε N το συνολικό πλήθος των επισηµειώσεων που δόθηκαν και nk το συνολικό πλήθος των
επισηµειώσεων k που δόθηκαν από όλους τους επισηµειωτές.

Στο Σχήµα 2.14 αναπαριστούµε τις κλίµακες αξιοπιστίας των τιµών του Krippendorff’s
alpha. Σηµειώνουµε ότι το Krippendorff’s alpha δεν ϑεωρεί ότι η διαφωνία είναι αυστηρά το
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συµπληρωµατικό της συµφωνίας. Για να ισχύει αυτό, τότε πρέπει α = κ, δηλαδή ϑέτοντας
D0 = 1 − A0 και De = 1 − Ae.

Σχήµα 2.14: Κλίµακες αξιοπιστίας των τιµών του Krippendorff’s alpha

2.7 Στατιστικός ΄Ελεγχος

Στο σηµείο αυτό, ϑα συζητήσουµε για τον στατιστικό έλεγχο των αποτελεσµάτων. Στην
Επιβλεπόµενη Μάθηση, υπάρχουν πολλές περιπτώσεις στις οποίες για ένα πρόβληµα δο-
κίµαζουµε αρκετά διαφορετικά µόντελα µάθησης. Τις περισσότερες ϕορές, προτού αρχίσει η
µάθηση, κατάγραφουµε τις µετρικές, µε τις οποίες ϑα ελέγξουµε την επίδοση των µοντέλων
αυτών. ΄Ετσι, συχνά επιλέγουµε να κρατήσουµε ως καλύτερο αυτό µε τις καλύτερες µετρικές
επιδόσεις. Το πρόβληµα, το οποίο αναφέρεται στην επιλογή του καλύτερου µοντέλου µάθη-
σης ανάµεσα σε µοντέλα που έχουν εκπαιδευτεί πάνω στο ίδιο πρόβληµα, συχνά αποκαλείται
model selection.

Προκειµένου να συγκρίνουµε αποτελεσµατατικά τις επιδόσεις ανάµεσα σε διαφορετικά
µοντέλα, είναι σηµαντικό να προβούµε σε κάποιο στατιστικό έλεγχο. ΄Εαν η επίδοση ενός
µοντέλου Α είναι καλύτερη αριθµητικά από ένα άλλο µοντέλο Β, και κάποιο στατιστικό τεστ
έχει δείξει στατιστική σηµαντικότητα (statistical significance) - λαµβάνοντας τα αναλυ-
τικά αποτελέσµατά τους - τότε ϑα ϑεωρούµε πως το Α είναι καλύτερο στατιστικά από το Β,
σε κάποιο προκαθορισµένο επίπεδο αβεβαιότητας. Ωστόσο, προκειµένου τα αποτελέσµατα
των στατιστικών τεστς να είναι ορθά, πρέπει να µην καταπατόνται οι εκάστοτε απαραίτητες
συνθήκες τους.

Η καταγραφή της στατιστικής σηµαντικότητας, σχετικά µε τα αποτελέσµατα των µοντέλων
µάθησης, παρέχει τα εξής ϑετικά στοιχεία σε ένα πείραµα:

• εγγύηση για επαναληψιµότητα των αποτελεσµάτων

• εγγύηση για ευρωστία του µοντέλου

Στις υποενότητες που ακολουθούν, ϑα µιλήσουµε για στατιστικά τεστς, που ϑα χρη-
σιµοποιήσουµε στα πειράµατά µας. Θα συζητήσουµε για το paired-t-test (2.7.1), για το
Shapiro–Wilk test (2.7.2) και το Wilcoxon signed-rank test (2.7.3)

2.7.1 paired-t-test

Το paired-t-test [43] είναι ένα στατιστικό τεστ, που παίρνει σαν είσοδο δύο σειρές απο-
τελεσµάτων από διαφορετικές µετρήσεις, και ελέγχει εάν η µέση διαφορά των Ϲευγαριών των
µετρήσεων είναι ίση µε το 0 ή όχι. Το τεστ αυτό εκτελείται, όταν τα αποτελέσµατα των δυο
µετρήσεων µπορούν να παραταχθούν σε Ϲεύγη µεταξύ τους. Για να διεξαχθεί αυτό το τεστ
πρέπει να ικανοποιούνται κάποιες συνθήκες :

• Η εξαρτηµένη µεταβλητή των διαφορών των αποτελεσµάτων των δυο µετρήσεων πρέπει
να ακολουθεί την κανονική κατανοµή.
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• Οι παρατηρήσεις των δύο µετρήσεων πρέπει να είναι στατιστικά ανεξάρτητες.

• Η εξαρτηµένη µεταβλητή πρέπει να είναι συνεχής.

• Η εξαρτηµένη µεταβλητή δεν πρέπει να περιέχει αποµακρυσµένες τιµές (outliers).

Το paired-t-test έχει µηδενική (null) υπόθεση ότι οι διαφορές των δύο µετρήσεων έχουν
µηδενική κατανοµή και άρα οι µετρήσεις προέρχονται από την ίδια κατανοµή. Αν απορριφθεί
η null υπόθεση, τότε ϑεωρούµε ότι οι µετρήσεις διαφέρουν µε στατιστική σηµαντικότητα.

Η διαδικασία του paired-t-test είναι η εξής : Υπολογίζουµε την µέση τιµή x̄d των διαφορών
των µετρήσεων d. Στη συνέχεια, υπολογίζουµε το standard error (SE)

SE =
sd
√
n

(2.57)

όπου το n είναι το πλήθος των παρατηρήσεων (Ϲευγαριών) και το sd είναι η τυπική απόκλιση
των διαφορών d. Υπολογίζουµε το

T =
x̄d
SE

(2.58)

Λαµβάνοντας υπόψιν πως οι ϐαθµοί ελευθερίας είναι df = n−1, κάτω από την null υπόθεση
πρέπει αυτή η τιµή να ακολουθεί την τ-κατανοµή µε α=0.05 και df = n − 1. Κοιτώντας τους
αντίστοιχους πίνακες, ϐγάζουµε το p-value. Στην παρούσα εργασία, ϑεωρούµε αυθαίρετα
ότι αν το p-value < 0.05, τότε µπορούµε να απορρίπτουµε την null υπόθεση.

Κατά αυτόν τον τρόπο, στο πρόβληµα του model selection, εάν οι µετρήσεις των πειρα-
µάτων µας τηρούν τις συνθηκές του paired-t-test, µπορούµε να προτιµήσουµε ένα µοντέλο
σε σχέση µε κάποιο άλλο. Αρκεί να έχει καλύτερη επίδοση και το αντίστοιχο p-value τους
να είναι µικρότερο από το 0.05.

2.7.2 Shapiro-Wilk test

΄Οπως αναφέραµε παραπάνω, ϐασική απαίτηση για να διεξάγουµε το paired-t-test ε-
ίναι η τήρηση της συνθήκης για κανονική κατανοµή. Ωστόσο πώς ϑα καταλάβουµε εάν οι
παρατηρήσεις ακολουθούν την κανονική κατανοµή;

Λύση σε αυτό το πρόβληµα έρχεται να δώσει ένα άλλο στατιστικό τεστ, το Shapiro-Wilk

test [44], το οποίο ϑεωρεί σαν null υπόθεση ότι οι παρατηρήσεις ακολουθούν την κανονική
κατανοµή.

Η διαδικασία του τεστ αυτού είναι η ακόλουθη. Θεωρώντας πως έχουµε παρατηρήσεις xi ,
µε i ∈ [1, N], όπου Ν το πλήθος των παρατηρήσεων, ϐρίσκουµε το άθροισµα των διαφορών
των παρατηρήσεων από την µέση τιµή x̄ και συµβολίζουµε µε SS

SS ==
N∑
i=1

(xi − x̄)2 (2.59)

Στη συνέχεια, ταξινοµούµε τις παρατηρήσεις σε αύξουσα σειρά και ϐρίσκουµε το δείκτη
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(index) της διαµέσου αυτών, έστω m. Υπολογίζουµε το παρακάτω άθροισµα b,

b =
m∑
i=1

ai(xN+1−i − xi) (2.60)

όπου ai [45] είναι ϐάρη που αντιστοιχούν στην τιµή του Ν. Τελός, ϐρίσκουµε την τιµή του
W ,

W =
b2

SS
(2.61)

και δεδοµένου και του Ν, υπολογίζουµε την αντίστοιχη τιµή του p-value [45].
΄Οπως και προηγουµένως, εάν το p-value είναι µικρότερο από το 0.05, ϑεωρούµε ότι

απορρίπτεται η null υπόθεση. Με άλλα λόγια, ϑεωρούµε ότι οι παρατηρήσεις δεν ακολου-
ϑούν την κανονική κατανοµή. ΄Ετσι, για να διεξάγουµε το paired-t-test πρέπει τα αντίστοιχα
p-values να είναι µεγαλύτερα από 0.05.

2.7.3 Wilcoxon signed-rank test

Εάν το paired-t-test δεν µπορεί να πραγµατοποιηθεί στην περίπτωση, που η συνθήκη για
κανονική κατανοµή έχει καταπατηθεί, τότε χρειάζεται να διεξάγουµε κάποιο µη παραµετρικό
τεστ. Μη παραµετρικά τεστς είναι εκείνα για τα οποία δεν µας ενδιαφέρει εξ αρχής η ακριβής
κατανοµή των παρατηρήσεων των µετρήσεων. Για αυτό το λόγο, λέγονται και distribution

free tests. ΄Ενα τέτοιο τεστ είναι το Wilcoxon signed-rank test. Για το πρόβληµα του model
selection, το τεστ αυτό µας ενδιαφέρει για παρατηρήσεις που αντιστοιχούν σε Ϲεύγη.

Η null υπόθεση είναι ίδια µε το paired-t-test, ϑεωρώντας πως οι διαφορές των µετρήσεων
πρέπει να ακολουθούν την συµµετρική κατανοµή γύρω από το 0 - δηλαδή να έχουν µηδενική
µέση τιµή. Το τεστ αυτό προτιµάται σε σχέση µε το paired-t-test, όταν κάποιες συνθήκες
του δεύτερου καταπατώνται [46] .

Η διαδικασία διεξαγωγής του Wilcoxon signed-rank test είναι η ακόλουθη. Αρχικά πα-
ίρνουµε όλες τις αντίστοιχες διαφορές di των µετρήσεων, µε i ∈ [1, N], όπου Ν το πλήθος
των παρατηρήσεων σε κάθε µέτρηση. Στη συνέχεια, ταξινοµούµε σε ranks, αγνοώντας το
πρόσηµο, ώστε το πρώτο rank να περιέχει την µικρότερη διαφορά |di | κ.ο.κ. ΄Υστερα, επιση-
µειώνουµε το κάθε rank µε το πρόσηµο της αντίστοιχης διαφοράς di . Υπολογίζουµε τα W+

καιW−, όπου το πρώτο είναι το άθροισµα όλων των ranks µε ϑετικό πρόσηµο και το δεύτερο
είναι το άθροισµα όλων των ranks µε αρνητικό πρόσηµο.

Θεωρώντας πως ϐρισκόµαστε στην null υπόθεση, υποθέτουµε πως η κατανοµή των ϑετι-
κών και αρνητικών ranks είναι κατανεµήµενη µε τυχαίο τρόπο ανάµεσα στις πιθανές τιµές
όλων των ranks. ΄Ετσι, επιλέγουµε W = min(W+,W−). Τέλος, µε ϐάση τους πίνακες για το
Wilcoxon signed-rank test ϐρίσκουµε το p-value.

Και πάλι, ϑεωρούµε πως αν το p-value είναι µικρότερο από 0.05, τότε η null υπόθε-
ση καταρρίπτεται. ΄Αρα, σε µια τέτοια περίπτωση ϑεωρούµε πως οι παρατηρήσεις των δύο
µετρήσεων δεν ανήκουν στην ίδια κατανοµή µε στατιστική σηµαντικότητα.

.
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Κεφάλαιο 3

Focused Crawler - Εστιασµένη ∆ιαδικτυακή Α-

νίχνευση

3.1 Εισαγωγή

Στο κεφάλαιο αυτό παρουσιάζουµε την ϐασική ϑεωρητική ανασκόπηση σχετικά µε την
αναζήτηση κειµένων συγκεκριµένης ϑεµατολογίας στο ∆ιαδίκτυο. Η παραπάνω διαδι-

κασία αποτελείται από τη δηµιουργία ενός ευφυούς συστήµατος αναζήτησης, που εστιάζει σε
συγκεκριµένα ϑέµατα µελέτης και προσπαθεί να ϐρίσκει όσο το δυνατόν περισσότερες σχετι-
κές ιστοσελίδες στο ∆ιαδίκτυο. ΄Ενα τέτοιο σύστηµα σύχνα εµφανίζεται στην ϐιβλιογραφία µε
τον τίτλο του εστιασµένου διαδικτυακού ανιχνευτή (focused crawler), του Ροµπότ (Robot) ή
της Αράχνης (Spider) [47]. Εµείς από εδώ και πέρα ϑα χρησιµοποιούµε τον όρο του focused

crawler. Ακόµη, ϑα αναφερόµαστε στην συνάφεια µιας ιστοσελίδας, µε το επιθυµητό ϑέµα
αναζήτησης, απλά µε τη λέξη ¨συνάφεια¨.

Οι focused crawlers λειτουργούν ως αυτόνοµοι πράκτορες σχεδιασµένοι µε τέτοιο τρόπο,
ώστε να συλλέγουν ιστοσελίδες, σχετικές µε ένα προκαθορισµένο ϑέµα που ορίζει ο χρήστης.
∆οθεισών µίας ή περισσοτέρων αρχικών σελίδων, που ονοµάζονται σπόροι (seeds), ο focused
crawler ϐρίσκει σχετικές ιστοσελίδες. Αυτό γίνεται µε το να αξιοποιεί τους υπερσυνδέσµους
(hyperlinks) και τους Ενιαίους Εντοπιστές Πόρων (Uniform Resource Locators ή URLs),
που περιέχονται στις ιστοσελίδες αυτών που έχει ήδη επισκεφθεί. Τις περισσότερες ϕορές, οι
focused crawlers χρησιµοποιούν µια δοµή, η οποία ονοµάζεται µέτωπο αναζήτησης (crawl

frontier ή frontier) που χρειάζεται για την προσωρινή αποθήκευση των προς επίσκεψη
(unvisited) URLs, µέχρις ότου αυτά να προσπελαστούν. Σε κάθε νέο URL που εξάγεται από
την τρέχουσα ανακτηµένη (visited) σελίδα, προκειµένου να εισαχθεί στο µέτωπο αναζήτησης
µαζί µε τα υπόλοιπα unvisited URLs, του ανατίθεται µια τιµή προτεραιότητας που αφορά
την εκτίµηση του focused crawler για την συνάφειά του. Ο focused crawler επιλέγει να
επισκεφτεί κάθε ϕορά εκείνο το URL από το µέτωπο αναζήτησης µε την µεγαλύτερη τιµή
προτεραιότητας. Παράλληλα, το αποθηκεύει - πχ. σε µια ϐάση δεδοµένων - και το εξάγει
στον χρήστη. ΄Οταν το σύστηµα επισκέφτεται µια ιστοσελίδα, υπολογίζει και την αντίστοιχη
τιµή συνάφειας της. ΄Ετσι, λαµβάνοντας υπόψιν αυτήν την τιµή, ο focused crawler καλείται
να προσαρµόζει την συµπεριφορά του, ϐελτιώνοντας τον τρόπο που υπολογίζει τις προτεραιο-
τήτες των URLs.

Επιπλέον, πολύ συχνά γίνεται χρήση ενός είδους ταξονοµίας. Από αυτή, παρέχονται στον
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σύστηµα λέξεις-κλειδιά (keywords), τα οποία σχετίζονται µε πιθανά διαφορετικά επιθυµητά
ϑέµατα ή/και υποθέµατα. Τα ϑέµατα αυτά µπορούν να οργανωθούν σε ένα δέντρο ταξο-
νοµίας ϑεµάτων ταξινόµησης των κειµένων. Η χρήση ταξονοµίας αποσκοπεί στην ύπαρξη
προϋπάρχουσας γνώσης, σχετικά µε την ιεραρχία των ϑεµάτων. Με αυτόν τον τρόπο, συχνά,
γίνεται µία ταξινόµηση των κειµένων ως προς τα επιθυµητά ϑέµατα, µε ϐασή την ύπαρξη
µιας λέξης-κλειδιού ή ενός συνδυασµού αυτών.

Σχήµα 3.1: Αρχιτεκτονική γενικού µοντέλου focused crawler

Η διαδικασία του focused crawling συνεχίζεται διαρκώς, προσπευλαύνοντας κάθε ϕόρα
το πιο υποσχόµενο URL από το µέτωπο αναζήτησης· δηλαδή εκείνο µε την µεγαλύτερη τιµή
προτεραιότητας. Αυτή συνήθως τερµατίζεται, όταν έχει προσπελαστεί ένας επαρκής αριθµός
σελίδων, είτε όταν εξαντληθούν σε µεγάλο ϐαθµό τα αποθέµατα µνήµης [47]. Στο Σχήµα
3.1, απεικονίζεται η αρχιτεκτονική του γενικού focused crawler µοντέλου, πάνω στο οποίο
ϑα στηρίξουµε και εµείς την δική µας προσέγγιση, που ϑα περιγράψουµε εκτενώς στις
επόµενες ενότητες. Στο σχήµα αυτό, κύρια συστατικά του συστήµατος αποτελούν το µέτωπο
αναζήτητης (Crawl Frontier), ο εκτιµητής συνάφειας (Relevance Calculator), καθως και ο
εκτιµητής των τιµών προτεραιότητας των URLs (URL Scorer). Επιπλέον, προσθέτουµε και
ένα κλειστό σύνολο (Closure), στο οποίο αποθηκεύονται τα URLs που επιστρέφονται από το
σύστηµα. Με το κλειστό σύνολο εξασφαλίζουµε ότι όλα τα URLs που ϑα ϕέρει το σύστηµα
είναι µεταξύ τους διαφορετικά. Εκτενής περιγραφή του γενικού µοντέλου παρουσιάζεται στον
Αλγόριθµο 3.1.

Αξίζει να σηµειώσουµε πως ο απώτερος σκοπός ενός focused crawler είναι να ϐρει όσες
περισσότερες σχετικές, µε το ϑέµα αναζήτησης, ιστοσελίδες, αλλά και όσες πιο λίγες µη σχετι-
κές. Επιπλέον, εξίσου σηµαντικό ϑεωρείται να µπορεί να ανταποκριθεί και στις λειτουργικές
απαιτήσεις των χρηστών, που αφορούν τη χρονική και χωρική ϐελτιστοποιήση της αναζήτη-
σης. Στην παρακάτω ενότητα, ακολουθεί µία συγκεντρωτική περιγράφη του µοντέλου του
focused crawler από την σχετική ϐιβλιογραφία.
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Αλγοριθµος 3.1: Γενικός Αλγόριθµος Focused Crawler

Input: seeds URLs, TIMESTEPS, URLScorer and RelevanceCalculator
Initialize empty crawl frontier F and closure C
while seeds not empty do

Pop a URL url from seeds
Add url to C
Fetch webpage w url
L := Extract all outlinks URLS from w that are not in C
for l in L do

score := URLScorer(l)
Add tuple (l,score) to F

end for

end while

timestep := 1
while not timestep > TIMESTEPS do

Select the (url, score) from F with the best score
Observe relevance := RelevanceCalculator(url)
Give feedback to URLScorer with respect to the observed relevance
Add url to C
Delete all tuples from F that have as URL the url
L’ := Extract all outlinks from url that are not in C
for l in L’ do

score := URLScorer(l)
Add tuple (l,score) to F

end for

timestep := timestep + 1
end while

Output: C

3.2 Σχετική Βιβλιογραφία και Προηγούµενες Μελέτες

Μερικές κλασικές προσεγγίσεις [47, 48] για focused crawling περιλάµβαναν την προ-
σαρµογή της συµπεριφοράς µιας υπάρχουσας µηχανής αναζήτησης στα προαπαιτούµενα
του χρήστη. Πιο αναλυτικά, τα προαπαιτούµενα του χρήστη µπορούσαν να εκφραστούν µε
έναν από τους εξής τρόπους : (α) µε ένα ερώτηµα (query) αποτελούµενο από λέξεις κλειδιά,
(ϐ) µε ένα αντιπροσωπευτικό κείµενο σχετικό µε εκείνα που ενδιαφέρεται ο χρήστης, ή (γ)
µε ένα σύνολο κειµένων σχετικών µε τα ενδιαφέροντα του χρήστη. Στις περιπτώσεις αυτές,
το σύστηµα χρησιµοποιεί ερωτήµατα (queries) πάνω σε µία συγκεκριµένη µηχανή αναζήτη-
σης, προκειµένου να κατασκευάσει µία ϐάση δεδοµένων από κείµενα. Αυτά λαµβάνονται
ως πιθανώς σχετικά µε το επιθυµητό ϑέµα. Εναλλακτικά, το σύστηµα ξεκικά την αναζήτηση
από ένα σύνολο κεντρικών σηµείων - ιστοσελίδων - στο διαδίκτυο, προκαθορισµένα από τον
ίδιο το χρήστη. Η σύγκριση των κειµένων, προκειµένου να αποφανθεί το κατά πόσο είναι
σχετική µία ιστοσελίδα, υπολογίζεται µε τη χρήση ενός µοντέλου της ϑεωρίας ανάκτησης
πληροφορίας (Information Retrieval)· όπως το Boolean Model ή το Vector Space Model.

Ο Chakrabarti κ.ά [49] πρώτοι εισήγαγαν την έννοια του focused crawler, για να α-
ναζητούν επιλεκτικά σελίδες σχετικές ως προς ένα προκαθορισµένο σύνολο ϑεµάτων. Χρη-
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σιµοποίησαν έναν ταξινοµητή και ενα διυλιστή (distiller), ώστε να καθοδηγούν το crawling
αναγνωρίζοντας hubs - κοµβικές ιστοσελίδες που εξάγουν αρκετά σχετικά URLs, και αξιολο-
γώντας τις προτεραιότητες επίσκεψης των ιστοσελίδων, σύµφωνα µε ένα µέτρο κεντρικότητας.
Ο intelligent crawler [15], που προτάθηκε από τον Aggarwal κ.ά., χρησιµοποιεί ένα στατι-
στικό µοντέλο, µε ϐάση το οποίο ο focused crawler δίνει προτεραιότητες στα URLs που
ϐρίσκονται στο µέτωπο αναζήτησης. Και πάλι ο Chakrabarti κ.ά [50] δηµιούργησαν τον
enhanced focused crawler που αποτελείται για πρώτη ϕορά από δυο ταξινοµητές, τον base-
line [49, 51] και έναν απλοποιηµένο ενισχυµένο ταξινοµητή, που είχε τον ϱόλο του µαθητή
(apprentice)· αµφότεροι είναι Rainbow Naive Bayes [52] ταξινοµητές. Ο apprentice δίνει
τις προτεραιότητες για τα προς επίσκεψη URLs αξιοποιώντας τα Document Object Model
(DOM) [53] χαρακτηριστικά της πηγαίας ιστοσελίδας, ενώ παράλληλα δέχεται online ανα-
τροφοδότηση και παραδειγµάτα προς εκπαίδευση από τον baseline. Ωστόσο, µόνο όταν ο
apprentice λάβει έναν επαρκή αριθµό παραδειγµάτων, ο focused crawler ϑα τον ϑέσει εν
δράσει, ώστε να δίνει αυτός, και όχι ο baseline, τις προτεραιότητες στα URLs του µετώπου
αναζήτησης.

Οι σηµασιολογικοί (semantic) focused crawlers εκτιµούν τις οµοιότητες, ανάµεσα σε
ιστοσελίδες και έννοιες οντολογιών - προκαθορισµένων από τις προτιµήσεις του χρήστη -
ταξινοµώντας τα URLs ϐάσει οντολογίας [54]. Ο Tane κ.ά [55] πρότειναν έναν ϐασισµένο
στην οντολογία (ontology-based) focused crawler, µε τον οποίο ο χρήστης αρχικά δίνει ο
ίδιος τα ϐάρη στις έννοιες (topics) µιας οντολογίας. Στη συνέχεια, τα ϐάρη άλλων εννοίων
µπορούν να υπολογιστούν χάρη στις αλληλοσυσχετίσεις τους µέσα στην οντολογία. Με αυτό
τον τρόπο, ταίριαξαν την τρέχουσα ιστοσελίδα και τα URLs, που αυτή εξάγει, µε τα ϐάρη των
εννοιών. ΄Ετσι, τα URLs µπορούσαν να κατατάσσονται και να συσταδοποιούνται σύµφωνα
µε τις έννοιες που προκύπτουν. Ο Lokman [56], που χρησιµοποίησαν οι Can και Baykal,
συλλέγει URLs σχετικά µε την ιατρική, υπολογίζοντας τη συνάφεια της τρέχουσας σελίδας
και των URLs αναφορικά µε έννοιες από το Unified Medical Language System (UMLS) [57].
Χρησιµοποιούν τις συχνότητες και τα ϐάρη των εννοιών, καθώς και ένα µετώπο αναζήτησης
για την αποθήκευση των προς επίσκεψη URLs.

Παρά την ήδη 20 χρονών ιστορία του, το focused crawling ακόµα λαµβάνει σηµαντική
προσοχή, προσπαθώντας να είναι ακόµα πιο πολύ αποτελεσµατικό. Οι García και Carriegos
[58] προσπάθησαν να τρέξουν πολλά παράλληλα ερωτήµατα ώστε να αυξήσουν την ταχύτητα
της ανάκτησης πληροφορίας, ενώ ο Iliou και άλλοι [59] πρότειναν µία προσαρµοστική µέθοδο
για online focused crawling µε εφαρµογή στον Ισλαµικό εξτρεµισµό.

Αρκετές προηγούµενες µελέτες έχουν εφαρµόσει Ενισχυτική Μάθηση (Reinforcement
Learning) στο focused crawling. Οι Rennie και McCallum [60] εισήγαγαν τη χρήση της Ενι-
σχυτικής Μάθησης στο Web crawling, µε µία µέθοδο που χρειαζόταν offline εκπαίδευση µε
χρήση tabular µεθόδων. Εφάρµοσαν bag-of-words στο κείµενο - της ιστοσελίδας που εξάγει
- το οποίο ϐρίσκεται στη γειτονιά των κειµένων των URLs. Αφού δηµιούργησαν Ϲεύγη µε τα
URLs και τις αντίστοιχες τιµές της value function, κατασκεύασαν µία γενική αντιστοίχιση
ανάµεσα στα κείµενα και τις τιµές αυτές, χρησιµοποιώντας Naive Bayes ταξινοµητή. Οι
Partalas κ.ά [61] πρότειναν την RLwCS µέθοδο, κατά την οποία ο focused crawler διατηρεί
µια συλλογή ταξινοµητών από την WEKA machine learning library [62], οι οποίοι µπορούν
να χρησιµοποιηθούν για την εκτίµηση της συνάφειας µιας ιστοσελίδας. Η µέθοδος αυτή
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αναζητά µια στρατηγική (policy) για την επιλογή του καλύτερου ταξινοµητή εξ΄ αυτών για
κάθε ιστοσελίδα, ενώ παράλληλα οι ταξινοµητές εκπαιδεύονται online καθόλη τη ϕάση της
µάθησης. Ο Wei κ.ά [63] εστίασαν στο πώς ϑα κατατάσσουν κείµενα τα οποία έχουν συλ-
λεχθεί από τον Παγκόσµιο Ιστό, αντιµετωπίζοντας έτσι ένα πρόβληµα κατάταξης (ranking).
Στο MDPRank, που πρότειναν, µοντελοποίησαν το περιβάλλον ως πεπερασµένο Markov De-
cision Process (MDP). Χρησιµοποίησαν την REINFORCE, ως µέθοδο για την εκπαίδευση
των παραµέτρων του µοντέλου, και το Normalized Discounted Cumulative Gain (NDCG)
[64], αξιοποιώντας για κάθε ϑέση (ranking position) τις επιδόσεις όλων των επόµενων. Ο
Han και άλλοι [65] πρότειναν την χρήση Ενισχυτικής Μάθησης στο focused crawling λαµ-
ϐάνοντας ως state την ιστοσελίδα και ως actions τα εξερχόµενα URLs από αυτήν. Πρότειναν
µια κοινή αναπαράσταση µεταξύ του state και του action λαµβάνοντας υπόψιν στατιστικά
χαρακτηριστικά, προκειµένου ο πράκτορας να είναι σε ϑέση να αντιλαµβάνεται hubs ιστο-
σελίδες. Ακόµα, πρότειναν µια µέθοδο διακριτοποιήσης των χαρακτηριστικών αυτών, ώστε
να µειώσουν τον χώρο των states και των actions - µοντελοποιώντας έναMDP µε διακριτούς
χώρους states και actions. Επιπλέον, ϑεώρησαν πως είναι ανάγκη να γίνεται µη διαδοχική
µετάβαση των states, ϑεωρώντας πως ϑα επιλέγεται σε κάθε χρονικό ϐήµα εκείνο το URL από
το µέτωπο αναζήτησης του οποίου η αναπαράσταση έχει το µεγαλύτερο Q-value· το οποίο
προκύπτει από µία προσεγγιστικής συνάρτησης της ϐέλτιστης action-value function.

Στην µελέτη µας, ϑα προσεγγίσουµε την υλοποίηση του focused crawler µε συνδυα-
σµό της χρήσης Ενεργού Μάθησης (Active Learning) και Ενισχυτικής Μάθησης (Reinforce-
ment Learning). Θα µελετήσουµε έναν focused crawler δύο σταδίων µε ϐάση το πρότυπο
ερευνήτη-µαθητή, που προτείνουµε στην επόµενη ενότητα. Το σύστηµα µας παράλληλα ϑα
περιλαµβάνει τα ϐασικά συστατικά του γενικού µοντέλου focused crawler, που περιγράψαµε
(ϐλ. Σχήµα 3.1), δηλαδή το µέτωπο αναζήτησης (Crawl Frontier), τον εκτιµητή συνάφειας
(Relevance Calculator) καθως και τον εκτιµητή των τιµών προτεραιότητας των URLs (URL
Scorer). Παράλληλα, όπως ϑα δούµε και στη συνέχεια, στην περιπτώση ενός προβλήµατος
εξειδικευµένης - ειδικής - αναζήτησης, ϑα χρησιµοποιήσουµε ένα σύστηµα ταξονοµίας από
λέξεις-κλειδιά (keywords). Αυτό ϑα συµβάλλει στην αποτελεσµατικότερη εύρεση και ανα-
γνώριση σχετικών κειµένων, καθώς και στην άµεση αξιολόγησή τους. Ο focused crawler µας
ϑα εξειδικεύεται στην αναζήτηση σχετικών κειµένων ιστοσελίδων - που αποτελούν ϐιβλιογρα-
ϕικές αναφορές - και ϑα υποστηρίζει την ερευνητική διαδικασία του επιστήµονα, δίνοντας
του την δυνατότητα να δίνει άµεση ανατροφοδότηση (feedback) στο σύστηµα· όταν αυτό είναι
αναγκαίο.

3.3 Καθορισµός του προβλήµατος

Στην σηµείο αυτό, ϑα ορίσουµε το πρόβληµα που έχουµε να αντιµετωπίσουµε. Θέλουµε
να ϕτιάξουµε ένα focused crawler σύστηµα, το οποίο ϑα αναζητά στον Παγκόσµιο Ιστό ε-
ϑνοφαρµακολογικές ϐιβλιογραφικές αναφορές (δηµοσιεύσεις). Το σύστηµά µας ϑέλουµε να
αποτελέσει ένα υποστηρικτικό, αλλά και απαραίτητο, εργαλείο για τον ερευνητή προσφέρο-
ντας καινοτόµες λειτουργικότητες µε χρήση της Μηχανικής Μάθησης.

Θα ϑεωρήσουµε πως έχουµε να αντιµετωπίσουµε δύο διαφορετικά προβλήµατα αναζήτη-
σης - ένα γενικό και ένα ειδικό. Στο γενικό πρόβληµα, ο ερευνητής ϑέλει να συλλέξει ένα
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µεγάλο αριθµό αναφορών, οι οποίες σχετίζονται µε την εθνοφαρµακολογία, χωρίς ωστόσο
να υπάρχει κάποιος άλλος περιορισµός. Στο ειδικό πρόβληµα, ϑεωρούµε πως ο ερευνητής
ϑέλει να αναζητεί ϐιβλιογραφικές αναφορές, που σχετίζονται µε την εθνοφαρµακολογική πα-
ϱάδοση και γνώση. Ωστόσο, στο πρόβληµα αυτό, ϑέλουµε, ακοµά, οι αναφορές αυτές να
σχετίζονται µε συγκεκριµένα γεωγραφικά πλαίσια, και ιδανικά να αφορούν καθορισµένες
οικογένειες και κατηγορίες ϕυτών.

Λαµβάνοντας όλα αυτά υπόψιν, εµείς ϑα στηρίξουµε την εθνοφαρµακολογική αναζήτηση
µε την ανάπτυξη ενός ευφυούς focused crawler, που ϑα δέχεται από τον ερευνητή σαν
είσοδο λίγες αρχικές seeds αναφορές, σε µορφή URLs, τις οποίες, εκείνος ϑεωρεί πως είναι
πολύ ενδιαφέρουσες για την έρευνα του. Στην περίπτωση του ειδικού προβλήµατος, ϑα
εξετάσουµε και την περίπτωση που η είσοδος του συστήµατος ϑα περιλαµβάνει και σχετικές
λέξεις-κλειδιά (keywords). Οι λέξεις-κλειδιά αυτές ϑα οµαδοποιούνται από τον ερευνητή,
σε εκείνες που αφορούν γεωγραφικούς περιορίσµους - όπως χώρες, εθνικότητες, τοποθεσίες
κ.ά. - και σε εκείνες που αφορούν συγκεκριµένες οικογένειες και κατηγορίες ϕυτών. Καθόλη
την έρευνά µας στο ειδικό πρόβληµα αναζήτησης, ϑεωρούµε πως το σύστηµα ϑα λαµβάνει τις
λέξεις-κλειδιά από µία άλλη πηγή λογισµικού, η οποία ντετερµινιστικά ϑα παράγει αυτόµατα
την ταξονοµία των λέξεων αυτών.

Ο focused crawler, από τη µεριά του, πρέπει να εξάγει στον ερευνητή έναν καθορισµένο
αριθµό αναφορών που ϑεωρεί σχετικές. Παράλληλα, όποτε το ϑεωρεί αναγκαίο, κατά τη
διάρκεια της µάθησης, µπορεί να Ϲητάει ανατροφοδότηση (feedback) από τον ερευνητή,
προκειµένου το σύστηµα να κατανοεί καλύτερα το ϑέµα της αναζήτησης. Σηµειώνουµε πως
είναι σηµαντικό ο focused crawler να ϱωτάει τον χρήστη όσο γίνεται πιο σπάνια, χωρίς αυτό
να σηµαίνει πως ϑα ϕέρνει λιγότερο σχετικά αποτελέσµατα. Ακόµα, εξίσου απαραίτητη είναι
και η εξασφάλιση µιας αποδοτικής µεθόδου αναζήτησης κειµένων, ώστε ο ερευνητής να
µπορεί να χρησιµοποιήσει το σύστηµα σε πραγµατικό χρόνο.

∆ιαισθητικά, ϕανταζόµαστε τον focused crawler µας σαν έναν µαθητή (apprentice) και
τον χρήστη που διεξάγει την αναζήτηση σαν τον ερευνητή (researcher)· που έχει αναθέσει
στο µαθητή το πρόβληµα της έρευσης των σχετικών κειµένων. Ο ερευνητής του υποδεικνύει,
αρχικά, λίγα ορισµένα κείµενα, τα οποία είναι πολύ σχετικά µε το ϑέµα. Ο µαθητής διαβάζει
τα κείµενα αυτά και προσπαθεί να κατανοήσει το επιθυµητό ϑέµα. Στην συνέχεια, αυτός
ϐρίσκει κάποια κείµενα - που ϑεωρεί πως είναι σχετικά - και ο καθηγητής ελέγχει ορισµένα
από αυτά επισηµειώνοντας ποια ήταν όντως σχετικά. Ο µαθητής εκπαιδεύεται µέσα από τις
υποδείξεις του ερευνητή και ϕέρνει νέα κείµενα που ϑεωρεί σχετικά. Ο ερευνητής ϑα συνε-
χίζει να διακόπτει και να επισηµειώνει κείµενα - που του ϕέρνει ο µαθητής του - µέχρις ότου
να ϑεωρήσει ότι αυτός έχει µάθει σε ικανοποιητικό ϐαθµό το σχετικό ϑέµα της αναζήτησης.
Παράλληλα, ο µαθητής ϑα συνεχίσει την αναζήτησή του, ακόµα και αν ο ερευνητής δεν
τον διακόπτει πλεον µε επισηµειώσεις, µέχρις ότου να συλλέξει έναν επιθυµητό αριθµό κει-
µένων. Το παραπάνω πρότυπο ερευνητή-µαθητή, που προτείνουµε, για τον focused crawler
απεικονίζεται στο Σχήµα 3.2.

Η κύρια µετρική που ϑέλουµε να ϐελτιστοποιήσουµε είναι το ποσοστό επιτυχίας της συλ-
λογής (harvest rate) [15], η οποία εκφράζει το ποσοστό των πραγµατικά σχετικών κειµένων,
που µας επέστρεψε ο focused crawler, σε σχέση µε όλα τα κείµενα που µας επέστρεψε.
Ωστόσο, είναι σηµαντικό να µελετήσουµε όλη την εξέλιξη του harvest rate κατά την διάρκεια
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Σχήµα 3.2: Πρότυπο Ερευνητή-Μαθητή

του τρεξίµατος του focused crawler. Το harvest rate δίνεται από την παρακάτω σχέση,

Harvest Rate =
NUMBER OF RELEVANT PAGES CRAWLED

NUMBER OF ALL PAGES CRAWLED

Σε πρακτικό επίπεδο, η ϐελτιστοποίηση του harvest rate σηµαίνει πως το σύστηµα ϑα
εξάγει όσα περισσότερα κείµενα ενδιαφέρουν αρκετά τον ερευνητή. Στην περίπτωση του
γενικού προβλήµατος, υψηλό harvest rate ϑα σηµαίνει την εύρεση πολλών εθνοφαρµακο-
λογικών αναφορών, ενώ στην περίπτωση του ειδικού, υψηλό harvest rate ϑα σηµαίνει την
εύρεση πολλών εθνοφαρµακολογικών αναφορών, που σχετίζονται µε τα ενδιαφερόµενα γεω-
γραφικά πλαίσια, καθώς και µε τις αντίστοιχες οικογένειες ϕυτών.
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Κεφάλαιο 4

Προτεινόµενες µέθοδοι

Στο κεφάλαιο αυτό, ϑα παρουσιάσουµε αναλυτικά όλες τις µεθοδολογίες, που ϑα ακο-
λουθήσουµε, ώστε να λύσουµε το πρόβληµα της αναζήτησης των σχετικών κειµένων.

Στην Ενότητα 4.1, ϑα περιγράψουµε τον Focused Crawler ∆ύο Σταδίων, που αναφέραµε και
στο Κεφάλαιο 3. Ο focused crawler αυτός χρησιµοποιεί Ενεργό και Ενισχυτική Μάθηση
αξιοποιώντας το πρότυπο ερευνητή-µαθητή. Στην Ενότητα 4.2, ϑα συζητήσουµε σχετικά µε
έναν ντετερµινιστικό focused crawler που επιλέγει κείµενα, µε ϐάση άπλειστα κριτήρια. Ο
ντετερµινιστικός focused crawler δεν χρησιµοποιεί καθόλου Μηχανική Μάθηση ή κάποιο
είδος Τεχνητής Νοηµοσύνης. ΄Ετσι, ϑεωρούµε πως αξίζει να µελετήσουµε κατά πόσο αποτε-
λεσµατικός είναι σε σχέση µε τον πρώτο.

4.1 Focused Crawler ∆ύο Σταδίων

Στην δική µας προσέγγιση για την επίλυση του προβλήµατος αναζήτησης σχετικών ι-
στοσελίδων στο ∆ιαδίκτυο, προτείνουµε ένα σύστηµα focused crawler το οποίο περιέχει δύο
στάδια ανάπτυξης. Το σύστηµά µας ϐασίζεται στο πρότυπο ερευνητή-µαθητή που προτείναµε
στο Κεφάλαιο 3.

Στο πρώτο στάδιο, ο ερευνήτης εκπαιδεύει τον µαθητή του, προκειµένου αυτός να είναι
σε ϑέση να ταξινοµεί µια δηµοσίευση σε µία από τις ορισµένες κατηγορίες, που έχει ορίσει ο
ερευνητής. Προτείνουµε την εκπαίδευση του µαθητή µε χρήση αλγορίθµων Ενεργού Μάθη-
σης (Active Learning), όπως ϑα δούµε στην υποενότητα 4.4.1. Παράλληλα, το σύστηµα
διαθέτει τα κύρια συστατικά του γενικού µοντέλου focused crawler, ϐλ. Σχήµα 3.1· δηλα-
δή το µέτωπο αναζήτησης (Crawl Frontier), τον εκτιµητή συνάφειας (Relevance Calculator)
καθως και τον εκτιµητή των τιµών προτεραιότητας των URLs (URL Scorer). Ταυτόχρονα,
παίρνει ως είσοδο µερικά πολυ σχετικά κείµενα (seeds) που του δίνει ο χρήστης.

΄Οταν πλέον ο µαθητής έχει εκπαιδευτεί επαρκώς πάνω στο παραπάνω πρόβληµα ταξι-
νόµησης, τότε ξεκινάει το δεύτερο στάδιο του focused crawler. Εδώ, εφόσον πλέον ο µαθητής
έχει µάθει να αναγνωρίζει τι είναι σχετικό και ενδιαφέρον για τον ερευνητή, τώρα εκπαιδε-
ύεται για να ψάχνει και να ϕέρνει τα πιο σχετικά ή πιο σηµαντικά για την αναζήτηση του
κείµενα. Για την διαδικασία αυτή ϑεωρούµε τον µαθητή ως έναν ευφυή πράκτορα που ϕέρ-
νει κάθε χρονική στιγµή την ιστοσελίδα εκείνη που ϑεωρεί πως είναι η τρέχουσα καλύτερη
του επιλογή, µακροχρόνια, από όλες τις διαθέσιµες ιστοσελίδες που ϐρίσκονται στο µέτωπο
αναζήτησης. Προτείνουµε την εκπαίδευση του ευφύη πράκτορα-µαθητή µε την ανάπτυξη
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αλγορίθµων Ενισχυτικής Μάθησης (Reinforcement Learning), ϑεωρώντας ότι ο πράκτο-
ϱας ¨ζει¨ σε ένα σε περιβάλλον Markov Decision Process (MDP), όπως ϑα περιγράψουµε
αναλυτικά στην υποενότητα 4.4.2.

Αξίζει να σηµειώσουµε πως µπορούµε να ακολουθήσουµε δύο µεθοδολογίες για την αλ-
ληλεπίδραση και συνεργασία των δύο σταδίων : (α) η εκπαίδευση των δυο σταδίων να γίνει
αυστηρώς σειριακά, δηλαδή µε την ολοκλήρωση του πρώτου να αρχίσει το δεύτερο, (ϐ) το
πρώτο στάδιο να εξελίσσεται µαζί µε το δεύτερο· δηλαδή ο µαθητής να µαθαίνει ταυτόχρο-
να το πρόβληµα ταξινόµησης µαζί µε το πρόβληµα εύρεσης της καλύτερης λύσης. Εµείς
ακολουθούµε την (α) µεθοδολογία, δεδοµένου πως έχουµε περιορισµένο αριθµό ιστοσελίδων
που πρέπει να εξάγουµε, καθώς και περιορισµένες ερωτοαπαντήσεις µε τον ερευνητή. ΄Ε-
τσι, ακολουθώντας την µεθοδολογία αυτή, ουσιαστικά χρησιµοποιούµε την Ενεργό Μάθηση

Σχήµα 4.1: Focused Crawler ∆ύο Σταδίων

(Active Learning) για τον εκτιµητή συνάφειας (AL Relevance Calculator) και την Ενισχυτική
Μάθηση (Reinforcement Learning για τον εκτιµητή των τιµών προτεραιότητας των URLs (RL
URL Scorer), όπως ϕαίνεται και στο Σχήµα 4.1. Ωστόσο, σε πιο ειδικά προβλήµατα αναζήτη-
σης που είναι σηµαντική η ύπαρξη ταξονοµίας των λέξεων-κλειδιών για τη διαπίστωση της
συνάφειας, χρησιµοποιούµε και τα δύο στάδια στον URL Scorer, ενώ ο Relevance Calculator
χρησιµοποιεί ντετερµινιστικά κριτήρια απόφασης, όπως ϕαίνεται στο Σχήµα 4.2.

4.1.1 Πρώτο Στάδιο Focused Crawler: Ενεργός Μάθηση

Στην υποενότητα αυτή, ϑα περιγράψουµε λεπτοµερώς το πρώτο στάδιο εκπαίδευσης του
συστήµατος focused crawler. ∆εδοµένου πως τα δύο στάδια του συστηµάτος ϑα εκτελούνται,
και στις δύο περιπτώσεις του focused crawler, αυστηρώς σειριακά, η εκπαίδευση του µαθητή
για το πρόβληµα της ταξινόµησης µε Ενεργό Μάθηση (Active Learning) απαιτεί ένα σύνολο
δεδοµένων ϐιβλιογραφικών αναφορών εκ των προτέρων (a priori). Αυτό συµβαίνει, καθώς η
ϐελτιστοποίηση του µαθητή για την εύρεση σχετικών κειµένων προϋποθέτει την ικανότητά
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Σχήµα 4.2: Εναλλακτικός Focused Crawler ∆ύο Σταδίων

του να αναγνωρίζει τι είναι σχετικό. ΄Ετσι, έχουµε να αντιµετωπίσουµε ένα πρόβληµα Ενεργού
Μάθησης ϐασισµένο σε συλλόγη δεδοµένων (pool-based Active Learning).

Το σύστηµα µας αρχικά διαθέτει µόνο τις αρχικές seeds ιστοσελίδες, που έδωσε ο ερευ-
νητής ως είσοδο, οι οποίες γνωρίζουµε πως αποτελούν πολύ σχετικά δεδοµένα. Προκειµένου
να δηµιουργήσουµε τη συλλογή δεδοµένων (pool), χρειάζεται να εκτελέσουµε ένα - ή/και
περισσότερα - τυχαίο πιλοτικό τρέξιµο (Random Crawling), ϐλ. Αλγόριθµος 4.1, χωρίς πα-
ϱαµέτρους και χωρίς κάποιο µοντέλο µηχανικής µάθησης, πέρα από τις seeds ιστοσελίδες.
Με αυτόν τον τρόπο, µπορούµε να ϕέρουµε έναν χρονικά εφικτό αριθµό URLs, τα οποία
αποθηκεύουµε στο pool. Λαµβάνοντας υπόψιν πως ένας τυχαίος µηχανισµός εύρεσης ιστο-
σελίδων πιθανόν να οδηγήσει στο γεγονός πως το pool ϑα αποτελείται κυρίως από µη σχετικές
ιστοσελίδες, µπορούµε να αποθηκεύουµε σε αυτό επίσης τα URLs, που εξάγονται και περι-
έχονται από τα seeds URLs. Τα URLs που συλλέγουµε µε τον τελευταίο τρόπο αναµένουµε
να αποτελούν κατά πλειοψηφία σχετικές ιστοσελίδες, υποθέτοντας πως µία ιστοσελίδα είναι
πιθανό να συνδέεται µε ιστοσελίδες παρόµοιου περιεχοµένου στο γράφο του Παγκόσµιου
Ιστού. Κατά αυτόν τον τρόπο, εξισορροπούµε σε ένα ϐαθµό την αναλογία των σχετικών και
µη σχετικών δεδοµένων στο pool, µε αποτέλεσµα να είµαστε σε ϑέση να ξεκινήσουµε την
ϐασική λειτουργία του πρώτου σταδίου· δηλαδή την εκπαίδευση του µαθητή στο πρόβληµα
της ταξινόµησης µε Ενεργό Μάθηση.

΄Ετσι, έχοντας πλέον συλλέξει έναν επαρκή αριθµό δεδοµένων που αποτελούν το pool, ϑα
περιγράψουµε τους αλγορίθµους Ενεργού Μάθησης (Active Learning) που ϑα χρησιµοποι-
ήσουµε για να εκπαιδεύσουµε τον µαθητή. Τονίζουµε πως ο κύριος λόγος που χρησιµοποιο-
ύµε Ενεργό Μάθηση είναι πως δε διαθέτουµε επισηµειώσεις (annotations) στα δεδοµένα του
pool και, επιπλέον, χρειάζεται να καταβάλλουµε την ελάχιστη προσπάθεια στη διαδικασία
των ερωταποκρίσεων µε τον ερευνητή. Αυτό σηµαίνει πως ο µαθητής είναι αναγκαίο να κάνει
όσο δυνατόν λιγότερες ερωτήσεις για επισηµειώσεις των ιστοσελίδων του pool στον ερευνητή.
Ωστόσο, σηµειώνουµε και πάλι πως παρά τον περιορισµένο αριθµό επισηµειωµένων δεδο-
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µένων, που ϑα λάβουµε, ϑέλουµε το σύστηµα να είναι σε ϑέση να ταξινοµεί αποτελεσµατικά
τα URLs ανάλογα µε την συνάφειά τους.

΄Οπως γνωρίζουµε, µε την Ενεργό Μάθηση επιτυγχάνεται ακριβώς αυτό το Ϲητούµενο.
΄Ενα µοντέλο, που εκπαιδεύεται µε Ενεργό Μάθηση, αρχικά έχει πολύ λίγα δεδοµένα εκπα-
ίδευσης και σε κάθε γύρο ϱωτάει ένα συγκεκριµένο αριθµό επισηµειώσεων, αυξάνοντας έτσι
συνεχώς τα δεδόµενα του συνόλου εκπαίδευσης. Ωστόσο, µε την Ενεργό Μάθηση ϕθάνουµε
γρήγορα σε υψηλή επίδοση, ϱωτώντας κάθε ϕορά, όχι τυχαία δείγµατα από το pool, αλλά
εκείνα που το µοντέλο είτε πιστεύει πως ϑα του παρέχουν την περισσότερη πληροφορία, είτε
είναι πιο αβεβαίο για τις αληθινές επισηµειώσεις. Σηµειώνουµε πως σε όλες τις µεθόδους
που ϑα µελετήσουµε, ο αριθµός των ερωτοαποκρίσεων για επισηµειώσεις ϑα είναι σταθερός.

Θα εξετάσουµε τις εξής στρατηγικές ερωτήσεων µε Ενεργό Μάθηση: (α) Τυχαία ∆ειγµα-
τοληψία (Random Sampling), (ϐ) ∆ειγµατοληψία µε Αβεβαιότητα (Uncertainty Sampling) µε
Περιθώρια ∆ειγµατοληψία (Margin Sampling), (γ) ∆ειγµατοληψία µε Αβεβαιότητα (Uncer-
tainty Sampling) µε Softmax. Στα (α), (ϐ) ϑα εξετάσουµε Μηχανές ∆ιανυσµατικής Υποστήρι-
ξης (Support Vector Machines - SVM) που ακόµη και σήµερα, παρά την πρόοδο της Βαθιάς
Μάθησης (Deep Learning), ϑεωρούνται αρκετά αξιόπιστη µέθοδος για Ενεργό Μάθηση και
ερευνάται αρκετά η χρήση τους [66]. Στην (γ) περίπτωση, ϑα εξετάσουµε κατά πόσο αποτε-
λεσµατικά µπορεί να συνδυαστεί η Ενεργός Μάθηση µε την Βαθιά Μάθηση στο πρόβληµά
µας, κάνοντας χρήση τεχνητών νευρωνικών δικτύων πολυεπίπεδων Perceptron (MLP), καθώς
και αναδροµικών νευρωνικών δικτύων (RNN), όπως Long short-term memory (LSTM).

Ο focused crawler µας εξετάζει το επίπεδο συνάφειας µίας ϐιβλιογραφικής δηµοσίευσης
στο ∆ιαδίκτυο, αξιοποιώντας µόνο την περίληψη (abstract) αυτής. Και για τις τρεις µεθόδους
Ενεργού Μάθησης που ϑα µελετήσουµε, τονίζουµε πως έχουµε να αντιµετωπίσουµε το ίδιο
πρόβληµα ταξινόµησης, µε κλάσεις τα επίπεδα συνάφειας του προβλήµατος αναζήτησης.
Επιπλέον, ϑα χρησιµοποιήσουµε word2vec word embeddings, τα οποία ϑα επεξεργαστούµε
κατάλληλα σε κάθε περίπτωση για την αναπαράσταση των κειµένων. Θεωρούµε ότι τα word
embeddings που ϑα χρησιµοποιήσουµε, ϑα είναι προεκπαιδευµένα πάνω στο πρόβληµά µας.
΄Ετσι, δε ϑα χρειαστεί να τα εκπαιδεύσουµε περαιτέρω. Στις υποενότητες που ακολουθούν, ϑα
περιγράψουµε αναλυτικά τις διαφορετικές µεθόδους Ενεργού Μάθησης που ϑα µελετήσουµε
µαζί µε τις αντίστοιχες αναπαραστάσεις των κειµένων των δηµοσιεύσεων.

4.1.1.1 Random Sampling

Στην υποενότητα αυτή, ϑα περιγράψουµε την ϐασική (baseline) µέθοδο που ϑα µελε-
τήσουµε, δηλαδή την Ενεργό Μάθηση µε Τυχαία ∆ειγµατοληψία ερωτήσεων. Θα χρησιµο-
ποιήσουµε ένα µοντέλο Μηχανής ∆ιανυσµατικής Υποστήριξης (SVM), το οποίο πρώτα ϑα
εκπαιδευτεί στο αρχικό µικρό σύνολο δεδοµένων εκπαίδευσης που διαθέτουµε. Στη συ-
νέχεια, σε κάθε γύρο της Ενεργού Μάθησης, ϑα ϱωτάει τον ερευνητή ένα συγκεκριµένο
αριθµό (k) δεδοµένων από το pool, επιλέγοντάς τα µε τυχαίο τρόπο. Τα δεδοµένα αυτά µαζί
µε τις αντίστοιχες επισηµειώσεις που ϑα λάβει, ϑα προσθέτονται στο σύνολο εκπαίδευσης
και το µοντέλο ϑα επανεκπαιδεύεται. Το SVM µοντέλο που ϑα µελετήσουµε µε Τυχαία
∆ειγµατοληψία ϑα το αποκαλούµε από εδώ και πέρα Random SVM.
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Αλγοριθµος 4.1: Focused Crawler µε Τυχαίο Πιλοτικό Τρέξιµο

Input: seeds URLs, TIMESTEPS
Initialize empty crawl frontier F and closure C
Initialize empty buffer
while seeds not empty do

Pop a URL url from seeds
Add url to C
Fetch webpage w url
L := Extract all outlinks URLS from w that are not in C
for l in L do

Add l to F
end for

end while

timestep := 1
while not timestep > TIMESTEPS do

Select a url from F at random
Add url to buffer
Add url to C
Delete all records from F that have as URL the url
L’ := Extract all outlinks from url that are not in C
for l in L’ do

Add l to F
end for

timestep := timestep + 1
end while

Output: buffer

Τυπικά, κάθε σηµείο x του pool έχει πιθανότητα να επιλέχθει για επισηµείωση ίση µε

p(x) =
1

||pool||
(4.1)

όπου ||pool|| είναι το πλήθος των δεδοµένων που ϐρίσκονται µέσα στο pool. Σηµειώνουµε
πως ο αριθµός αυτός προφανώς ϑα µειώνεται, καθώς παίρνουµε τις αντίστοιχες επισηµειώσεις
από τον ερευνητή, και άρα τα δεδοµένα αυτά ϑα µεταφέρονται στο σύνολο εκπαίδευσης.

΄Οσον αφορά το πιο τεχνικό µέρος, το Random SVM ϑα λαµβάνει ως είσοδο την περίληψη
(abstract) της εκάστοτε δηµοσίευσης µε την µορφή των word embeddings. Για κάθε κείµενο
ϑα χρησιµοποιούµε ένα max pooling layer και ένα mean pooling layer των word embed-
dings, οι έξοδοι των οποίων ϑα είναι ενωµένες σε ένα διάνυσµα (vector), που ϑα αποτελεί την
είσοδο του SVM.

4.1.1.2 Uncertainty Sampling µε Margin Sampling

Μια άλλη µεθοδολογία που ϑα δοκιµάσουµε αφορά την Περιθώρια ∆ειγµατοληψία µε
την εκπαίδευση και πάλι ενός SVM µοντέλου. Το µοντέλο αυτό ϑα το αποκαλούµε µε τον
όρο Margin SVM από εδώ και στο εξής. Η είσοδος του µοντέλου ϑα είναι ακρίβως ίδια µε
εκείνη του Random SVM, έχοντας και πάλι ενιαίο διάνυσµα (vector) για τις ενωµένες εξόδους
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των max pooling layer και mean pooling layer των word embeddings. Ωστόσο, η µέθοδος
δειγµατοληψίας πλέον δεν ϑα στηρίζεται στην τυχαιότητα.

Τυπικά, συµβολίζουµε µε Xtrain το σύνολο δεδοµένων εκπαίδευσης και µε ytrain τις α-
ντίστοιχες επισηµειώσεις τους. Ακόµα, συµβολίζουµε µε Xpool και ypool τα αντίστοιχα δεδο-
µένα και επισηµειώσεις του pool. ∆εδοµένων k ερωτοαποκρίσεων ανά γύρο Ενεργού Μάθη-
σης, ο Margin SVM ϱώταει σε κάθε γύρο τα k δεδοµένα του pool που έχουν την µικρότερη
περιθώρια απόσταση. Στην περίπτωση ενός SVM µε δυαδική ταξινόµηση (binary classifi-
cation), η περιθώρια απόσταση µεταφράζεται ως η απόσταση ενός σηµείου στον χώρο από
το κατώθλι απόφασης (decision boundary). ΄Ετσι, η περιθώρια δειγµατοληψία ϱωτάει για
επισηµειώσεις τα k δεδοµένα του pool µε

argmin
x

d(x) (4.2)

όπου d(x), η απόσταση ενός σηµείο x του pool από το περιθώριο απόφασης (decision bound-
ary). Από την άλλη, στην περίπτωση περισσότερων κλάσεων, ϱωτάµε σε κάθε γύρο τα k

δεδοµένα του pool µε

argmin
x

py1(x) − py2(x) (4.3)

όπου το y1 είναι η πιο πιθανή κλάση, η y2 είναι η δεύτερη πιο πιθανή κλάση και το p
δηλώνει την αντίστοιχη πιθανότητα. Στο σχήµα 4.3, αναπαριστούµε το µοντέλο SVM που ϑα
χρησιµοποιήσουµε.

Σχήµα 4.3: Random/Margin SVM

4.1.1.3 Uncertainty Sampling µε Softmax

Ωστόσο, αν και το SVM είναι πολύ χρήσιµο σε πάρα πολλές περιπτώσεις ταξινόµησης µε
χρήση Ενεργού Μάθησης, είναι αρκετά ευάλωτο σε περιπτώσεις αποµακρυσµένων σηµείων
(outliers). Παράλληλα, συχνά, αδυνατεί να κατανοήσει την επιλογή χαρακτηριστικών (fea-
ture selection) [67]. ΄Ετσι, ϑα δοκιµάσουµε και µεθόδους Βαθιάς Μάθησης σε συνδυασµό
µε Ενεργό Μάθηση.

Για όλα τα µοντέλα που ϑα µελετήσουµε, ϑα χρησιµοποιήσουµε ως δειγµατοληπτική
µέθοδο την Softmax, µέσω της οποίας µπορούµε να κανονικοποιούµε µε την µορφή πιθα-
νότητας τις εξόδους ενός νευρωνικού δικτύου. Θυµίζουµε, η συνάρτηση της Softmax είναι η
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παρακάτω

Softmax(x)i =
exi∑M
j=1 e

xj
(4.4)

όπου x είναι ένα διάνυσµα µήκους M. ΄Ετσι, τώρα σε κάθε γύρου Ενεργού Μάθησης ϑα
ϱωτάµε τα k δεδοµένα του pool µε

argmin
x

max
i
Softmax(x)i (4.5)

δηλαδή επιλέγοντας κάθε ϕορά εκείνο το σηµείο x του pool για το οποίο είναι µικρότερη η
Softmax πιθανότητα για την πιο πιθανή του κλάση.

Στο σηµείο αυτό ϑα περιγράψουµε τα διαφορετικά µοντέλα που ϑα µελετήσουµε µε την
παραπάνω µεθοδολογία δειγµατοληψίας της Ενεργού Μάθησης. Θα δοκιµάσουµε το LSTM ,
το οποίο ϑα έχει ένα LSTM παίρνει ως είσοδο τα word embeddings του κειµένου ως χρονο-
σειρά και ϑα εξάγει την κρυφή κατάσταση του τελευταίου χρονικού ϐήµατος (last timestep).
Η έξοδος αυτή ϑα αποτελεί είσοδο ενός MLP, που ϑα προβλέπει στην έξοδο την πιο πιθανή
κλάση. Το AverageLSTM ϑα έχει ίδια αρχιτεκτονική µε το προηγούµενο, µε την διαφορά
πως το LSTM δεν ϑα δίνει το last timestep για είσοδο στο MLP, αλλά ϑα µεσολαβεί ένα mean
pooling layer πάνω στις εξόδους όλων των timesteps. Επιπλέον, το DoubleLSTM ϑα είναι
όµοιο µε το AverageLSTM, µε την διαφορά ότι ϑα υπάρχει και δεύτερο LSTM σε σειρά µετά
από το πρώτο. Μία τέτοια µεθοδολογία έδειξε ότι µπορεί να έχει καλύτερα αποτελέσµα-
τα σε προβλήµατα ταξινόµησης κειµένων µε Ενεργό Μάθηση από το SVM [67]. Τέλος, το
MeanMaxMLP ϑα αποτελείται από ένα MLP που ϑα έχει ως είσοδο την είσοδο που χρήσιµο-
ποιήσαµε και στα Random SVM και Margin SVM. Σηµειώνουµε πως ανάµεσα στα διάφορα
layers ϑα χρησιµοποιούµε dropout layers, προκειµένου να προσθέτουµε ϑόρυβο κατά τη
διάρκεια της εκπαίδευσης και να αποφεύγουµε την υπερεκπαίδευση (overfitting). Για όλα
τα παραπάνω µοντέλα ϑα χρησιµοποιήσουµε ως συνάρτηση κόστους την cross entropy, η
οποία δίνεται από την σχέση:

LCE = −
K∑
i=0

ti log p(i) (4.6)

όπου το Κ είναι αριθµός των διαφορετικών κλάσεων της ταξινόµησης, το ti είναι η αληθινή
τιµή της κλάσης και λαµβάνει τιµές 0 και 1, και το p(i) είναι η Softmax πιθανότητα για την
i-οστή κλάση. Ως συναρτήσεις ενεργοποίσης (activation function) των νευρώνων των MLP,
χρησιµοποιούµε την ReLU που, ϑυµίζουµε, ορίζεται ως εξής

ReLU (x) = max(0, x) (4.7)

Στους νευρώνες τελευταίου επιπέδου, χρησιµοποιούµε την Softmax. Τα µοντέλα που περι-
γράψαµε απεικονίζονται στο Σχήµα 4.4.

Επιπλέον, σε περιπτώσεις όπου το σύνολο δεδοµένων του pool είναι ανισόρροπο (imbal-
anced dataset), προτείνουµε την χρήση ϑετικών ϐαρών στην εκάστοτε συνάρτηση κόστους.
΄Ετσι, ¨τιµωρούµε¨ περισσότερο τις περιπτώσεις, όπου το µοντέλο δεν προβλέπει σωστά κάποια
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παρατήρηση, που ανήκει στη λιγότερο συχνή κλάση. Με αυτόν τον τρόπο, ϑέλουµε να ελα-
χιστοποιήσουµε την σταθµισµένη cross entropy που ορίζεται ως εξής :

LWCE = −
K∑
i=1

wi ti log p(i) (4.8)

µε wi > 0 για i = 1,2, ..., K.

Σχήµα 4.4: Μοντέλα Ενεργού Μάθησης µε χρήση Uncertainty Sampling µε Softmax.
Πάνω αριστερά: LSTM, Πάνω δεξιά : AverageLSTM,
Κάτω αριστερά: DoubleLSTM, Κάτω δεξιά : MeanMaxMLP

4.1.2 ∆εύτερο Στάδιο Focused Crawler: Ενισχυτική Μάθηση

Στην υποενότητα αυτή, ϑα µελετήσουµε το δεύτερο στάδιο του focused crawler µας, το
οποίο στηρίζεται στην χρήση Ενισχυτικής Μάθησης (Reinforcement Learning). ∆ιαισθητικά,
στο στάδιο αυτό, σκοπό αποτελεί η εκµάθηση του µαθητή, ώστε αυτός να ϐρίσκει δηµοσιε-
ύσεις στο ∆ιαδίκτυο, µε αποτελεσµατικό και αποδοτικό τρόπο, έχοντας πλέον κατανοήσει σε
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ϐάθος τι ενδιαφέρει τον ερευνητή.
Για να πετύχουµε τον κύριο σκοπό του focused crawler - δηλαδή να επιστρέφουµε όσες

περισσότερες σχετικές ιστοσελίδες - πρέπει να επιλέγουµε κάθε ϕορά εκείνο το URL που
είναι το πιο υποσχόµενο, στο να οδηγήσει σε µία σχετική ιστοσελίδα. Οι focused crawlers
γενικώς στηρίζονται στην τοπικότητα, υπό την έννοια ότι οι ιστοσελίδες είναι αρκετά πιθανόν
να συνδέονται µε ιστοσελίδες παρόµοιου περιεχοµένου στον γράφο του Παγκόσµιου Ιστού.
Μάλιστα, είναι πιθανόν γειτονικές ιστοσελίδες να παρουσιάζουν µεγάλη οµοιότητα ως προς
το κείµενο τους [68] . Μολονότι µια ιστοσελίδα µπορεί να µην ϕαίνεται να είναι ιδιαίτερα
σχετική, µε το ϑέµα αναζήτησης, ωστόσο µπορεί να οδηγήσει σε άλλες σχετικές, µακρο-
πρόθεσµα. Εάν ο focused crawler πράκτορας είναι σε ϑέση να κατανοήσει ένα τετοιο URL,
τότε ενδεχοµένως να αξίζει να το επισκεφτεί. Από εδώ και στο εξής, ϑα αναφερόµαστε µε τον
όρο κέντρο (hub [49, 61]), όταν µία ιστοσελίδα, ανεξάρτητα µε το αν είναι σχετική, απο-
τελεί κόµβο, ο οποίος συνδέεται µε ακµή µε κόµβους σχετικών ιστοσελίδων στο γράφο του
Παγκόσµιου Ιστού. Επιπλέον, τονίζουµε πως είναι σηµαντικό ο πράκτορας να εκτιµάει τα
URLs του µετώπου αναζήτησης ως προς το πόσο οφέλιµα αυτά ϑα αποβούν µακροπρόθεσµα,
καθόλη την διάρκεια του focused crawling.

Γράφουµε τις συναρτήσεις Url : W → U καιWebsite : U → W , όπου τοW είναι το σύνολο
των ιστοσελίδων του Παγκόσµιου Ιστού και U το σύνολο των αντίστοιχων URLs. Θεωρούµε
ότι ο γράφος του Παγκόσµιου Ιστού είναι κατευθυνόµενος και έχει ως κόµβους ιστοσελίδες
W . Θεωρούµε πως ένας κόµβος-ιστοσελίδα vi , µε αντίστοιχο URL το ui = Url(vi), συνδεέται
µε τον vj, µε αντίστοιχο URL το uj = Url(vj), αν και µόνο αν η ιστοσελίδα του vi εξάγει το URL
Url(vj), δηλαδή αν περιέχει σύνδεσµο προς το uj, και συµβολίζουµε την αντίστοιχη ακµή µε
uiuj ή vivj. Και οι δύο συµβολισµοί είναι αποδεκτοί, αφού µια ιστοσελίδα περιγράφεται από
µοναδικό URL και αντίστροφα.

Υποθέτουµε ότι ο focused crawler, όταν επισκέπτεται µια ιστοσελίδα, τότε επεκτείνει έναν
κατευθυνόµενο υπογράφο του Παγκόσµιου Ιστού. Συµβολίζουµε µε G τον κατευθυνόµενο
γράφο του Παγκόσµιου Ιστού και µε gt τον κατευθυνόµενο υπογράφο του G· που έχει διανύσει
ο focused crawler, µέχρι και το χρονικό ϐήµα t. Για λόγους ευκολίας, στον υπογράφο gt ,
όταν συµβολίζουµε έναν κόµβο-ιστοσελίδα vi , ϑεωρούµε πως ο focused crawler επισκέφτηκε
αυτήν την ιστοσελίδα το χρονικό ϐήµα t. Εναλλακτικά, την ίδια ιστοσελίδα µπορούµε να
συµβολίσουµε µε wi ∈ W , δηλαδή vi ≡ wi .

΄Οταν ο focused crawler επισκέπτεται µία ιστοσελίδα wt+1, µε αντίστοιχο URL το ut+1 =

Url(wt+1), την χρονική στιγµή t + 1, τότε προκύπτει ο gt+1 επεκτείνοντας τον gt κατά τον
κόµβο vt+1 και ακµή utkut+1· όπου το utk = Url(wk) είναι το URL της ιστοσελίδας wk, που
επισκέφτηκε ο focused crawler την χρονική στιγµή tk - µε 0 < tk < t + 1 - και εξήγαγε το
ut+1.

Θεωρούµε τα εξής σύνολα: το Ct - ως το κλειστό σύνολο των URLs που έχει επισκεφτεί
ο focused crawler µέχρι το χρονικό ϐήµα t - το Vt - ως το σύνολο των κόµβων ιστοσελίδων
του gt - και το Et - ως το σύνολο των κατευθυνόµενων ακµών του gt . Σηµειώνουµε πως ένα
URL u < Ct µπορεί να έχει εξαχθεί από πολλές ιστοσελίδες του Vt . Ωστόσο, υποθέτουµε πως
όταν ο focused crawler επισκέπτεται την ιστοσελίδα wt του ut , γνωρίζει και την ιστοσελίδα
wk µε URL το uk, όπου η εξαγωγή του ut από την w ήταν και ο λόγος της επίσκεψης στην
wt . Με αυτό τον τρόπο, πέρα από τον κόµβο vk, ο focused crawler γνωρίζει και ποια ακµή
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να επεκτείνει· δηλαδή την ukut . Στο σηµείο αυτό, ϑα δώσουµε δύο χρήσιµους ορισµούς,
που ϑα χρησιµοποιούµε αρκετά από εδώ και στο εξής.

Ορισµός 4.1. Μεταξύ µιας ακµής uiuj του υπογράφου gt που συνδέει τα ιστοσελίδες wi =

Website(ui) και wj = Website(uj), ορίζουµε ως ιστοσελίδα γονέα της wj, την wi , και συµβο-

λίζουµε µε p(wj) = wi .

Ορισµός 4.2. Ως µονοπάτι path(t) = patht0−>t της ιστοσελίδαςwt που επισκέπτεται ο focused

crawler το χρονικό ϐήµα t, ϑεωρούµε το µέγιστο κατευθυνόµενο µονοπάτι του gt , µήκους n, µε

κόµβους v(1), v(2), ..., v(n−1), v(n) ∈ Vt , ώστε t0 ≤ t, ο αρχικός κόµβος του µονοπατιού v(1) ≡ wt0 ,

ο τελικός κόµβος v(n) ≡ wt και p(v(n)) = v(n−1), ..., p(v(2)) = v(1).

Εάν υποθέσουµε ότι ο focused crawler επισκέπτεται µία ιστοσελίδα το πολύ µία ϕορά,
τότε άµεσα συµπεραίνουµε πως για κάθε ιστοσελίδα που επισκέπτεται υπάρχει µοναδικό
µονοπάτι ιστοσελίδας.

Η Ενισχυτική Μάθηση (Reinforcement Learning) αναζητά µια ϐέλτιστη στρατηγική (pol-
icy), δεδοµένων των καταστάσεων (states) και των δράσεων (actions), µε στόχο να µεγιστοποι-
ήσει τη συνολική συσσωρευτική επιβράβευση - ανταµοιβή. Σκοπεύουµε να χρησιµοποιήσου-
µε την Ενισχυτική Μάθηση, προκειµένου ο εκπαιδευόµενος πράκτορας να είναι σε ϑέση να
εκτιµά τα προς επίσκεψη URLS, ανακαλύπτοντας, µε αποδοτικό και αποτελεσµατικό τρόπο,
όσα περισσότερα σχετικά κείµενα. Ο πράκτορας αυτός ουσιαστικά αποτελεί τον URL Scorer
του focused crawler. Στόχος του είναι να επιλέγει εκείνα τα URLs που ϑα του αποφέρουν
το µέγιστο συσσωρευτικό reward. Σηµειώνουµε πως ο focused crawler πράκτορας - µαθη-
τής - δεν γνωρίζει a priori το πως αναπαριστάται ο γράφος του Παγκόσµιου Ιστού αλλά τον
ανακαλύπτει καθόλη τη διάρκεια της εκτέλεσής του.

4.1.2.1 Ο Focused Crawler ως Markov Decision Process (MDP)

Στο σηµείο αυτό, ϑα µοντελοποιήσουµε το περιβάλλον του focused crawler σε ένα MDP
〈S, A, R, T 〉, έχοντας ως ϐάση µία παλαιότερη µελέτη [65]. Θεωρούµε S (states) τις ιστο-
σελίδες - που επισκέπτεται ο πράκτορας - και A (actions) τα URLs που εξάγονται από την
εκάστοτε τρέχουσα προσπελασµένη ιστοσελίδα. ΄Οταν ο πράκτορας ϐρίσκεται σε µία ιστοσε-
λίδα Si και επιλέγει ένα URL, που εξήχθη από αυτή, έστω Aj, τότε συµβαίνει µία µετάβαση Ti ,
και ο πράκτορας επισκεφτεται την ιστοσελίδα του URL Aj, έστω Si+1. Τότε, αυτός παρατηρεί
ένα reward r ∈ IR, το οποίο αφορά τη συνάφειά της ιστοσελίδας. ΄Ετσι, η συνάρτηση µετάβα-
σης T αποτελεί την πιθανότητα µετάβασης από την τρέχουσα ιστοσελίδα προς µια άλλη, αν
επιλεχθεί ένα συγκεκριµένο URL· που έχει εξαχθεί από αυτήν.

Ωστόσο, όπως έχουµε αναφέρει, ο focused crawler όταν επισκέπτεται µια ιστοσελίδα, δεν
επιλέγει κατά ανάγκη στη συνέχεια να επισκεφτεί κάποιο URL που έχει εξαχθή από αυτήν,
αλλά εκείνο που έχει την µεγαλύτερη τιµή προτεραιότητας στο µέτωπο αναζήτησης (crawl
frontier). Αυτό πρακτικά σηµαίνει πως µπορεί να επιλέγει συνεχώς το πιο υποσχόµενο
URL (action), ακόµα και χωρίς το τρέχον state του να το διαθέτει αυτό. Τονίζουµε πως
εάν επιλέγαµε πάντοτε µεταβάσεις διαδοχικών states, τότε αυτό ϑα είχε ως αποτέλεσµα ο
focused crawler να εξερευνούσε αποκλειστικά ένα µονοπάτι του γράφου και να έπεφτε σε
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τοπικά ακρότατα. Για αυτό και είναι πολύ σηµαντικό το µέτωπο αναζήτησης για τον focused
crawler [65].

Αξίζει να τονίσουµε ότι ο πράκτορας, όταν επιλέγει να επισκεφτεί ένα URL, µπορεί επίσης
να λαµβάνει υπόψιν και πληροφορίες τόσο της ιστοσελίδας όσο και του µονοπατιού αυτής.
Σηµειώνουµε πως δεδοµένου ότι ϑα χρησιµοποιήσουµε model-free Ενισχυτική Μάθηση [7]
ϐασισµένη στο Q-learning, η συνάρτηση µετάβασης T δεν ϑα µας απασχολήσει άµεσα, αφού
δεν ϑα γνωρίζουµε τη δυναµική (dynamics) του περιβάλλοντος. Με έναν Q-learning-τύπου
αλγόριθµο, σε κάθε state ο πράκτορας ϑα υπολογίζει ένα Q-value για κάθε action.

Παίρνοντας υπόψιν την ανάγκη τόσο για µη διαδοχικές µεταβάσεις των states όσο και
για αξιοποίηση πληροφορίας προηγούµενων ιστοσελίδων, που έχει επισκεφτεί ο πράκτορας,
πρέπει να τροποποίησουµε την µοντελοποίηση του MDP που δώσαµε παραπάνω. ΄Ετσι,
ϑεωρούµε ότι το state st το χρονικό ϐήµα t είναι ο υπογράφος gt που περιέχει όλα τα
µονοπάτια ιστοσελίδων path(ti), για 0 < ti ≤ t, τις οποίες έχει επισκεφτεί ο focused crawler
πράκτορας µέχρι το χρονικό ϐήµα t. Σηµειώνουµε πως το πλήθος των διαφορετικών states
ταυτίζεται µε το πλήθος των διαφορετικών κατευθυνόµενων υπογράφων του G, δεδοµένων
ωστόσο των αρχικών seeds που δίνει ο χρήστης.

Στο σηµείο αυτό, ϑα γράψουµε ϕορµαλιστίκα το µέτωπο αναζήτησης (crawl frontier).
Θεωρούµε µέτωπο αναζήτησης Ft το σύνολο που περιέχει όλα τα Ϲευγάρια της µορφής(
path(ti), uk

)
, όπου 0 < ti ≤ t, 1 < k ≤ Mt , µε Mt το πλήθος των στοιχείων του Ft , path(ti)

το µονοπάτι της ιστοσελίδας wti , που ο πράκτορας επισκέφτηκε το χρονικό ϐήµα ti , και uk

το URL που αντιστοιχεί σε µια ιστοσελίδα wk· που ο πράκτορας µπορεί να επισκεφτεί σε
επόµενα χρονικά ϐήµατα. ∆ιαισθητικά, τα Ϲευγάρια του Ft αποτελούν τους πιθανούς νέους
κόµβους και τις αντίστοιχες ακµές που µπορούν να προστεθούν στο gt , λαµβάνοντας ότι ένας
πιθανός νέος κόµβος είναι ο Website(uk) µε αντίστοιχη ακµή την Url(wti )u

k.
Ως actions Ast του st λαµβάνουµε όλες τις διαθέσιµες ακµές της µορφής 〈Url(wti )u

k〉,
που µπορούµε να επεκτείνουµε τον gt σε gt+1. Αυτό, ωστόσο, µε την προϋπόθεση ότι uk < Ct ,
για κάθε k ∈ [1, Mt]. Με την επιλογή ενός action at , ο πράκτορας επισκέπτεται µια νέα
ιστοσελίδα wt+1, επεκτείνοντας το µονοπάτι της ιστοσελίδας γονέα της, δηλαδή της p(wt+1).

Ως πιθανότητα µετάβασης, από ένα state sr σε κάποιο άλλο sr
′

, ϑεωρούµε την πιθανότητα
επιλογής του Ϲευγαριού στο Ft που δίνει, έµµεσα, εκείνη την ακµή, η οποία οδηγεί στον
υπογράφο του sr

′

.
΄Οσον αφορά τη reward function, αυτή παραµένει η ίδια µε την πρώτη µας προσέγγιση.

Για σχετική ιστοσελίδα, το reward είναι ίσο µε 1, ενώ 0 στην αντίθετη περίπτωση. ∆ηλαδή όταν
ο πράκτορας µεταβαίνει από το st στο st+1, µέσω ενός action at που περιείχε την πληροφορία
για το URL της ιστοσελίδας wt+1, το περιβάλλον ενηµερώνει τον πράκτορα σχετικά µε την
συνάφειά αυτής.

Σηµειώνουµε πως όταν ο πράκτορας µεταβαίνει από το st στο st+1, µέσω του action at ,
εξάγει νέα actions, τα ast+1 · ακµές που οδηγούν σε κόµβους uk µε Url(uk) < Ct . Θεωρώντας
ότι µε το at επέλεξε έναν κόµβο wt+1, αυτός επανεκτιµά τα Q-values όλων των διαθέσιµων
actions του· Ast+1 = ast+1 ∪ [Ast − DEL(Ast )], όπου DEL(Ast ) = {u

kwt+1} είναι το σύνολο που
περιέχει όλες τις ακµές για κάθε uk ∈ Vt . Για αυτό µας χρειάζεται και το µέτωπο αναζήτη-
σης, προκειµένου πέρα από τα διαθέσιµα Ϲευγάρια, να διατηρεί και να υπολογίζει ξανά τα
αντίστοιχα Q-values αυτών, ώστε σε λογαριθµικό χρόνο να εξάγει το καλύτερο Ϲευγάρι· και
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έµµεσα το πιο υποσχόµενο action.
΄Ετσι, επεκτείνουµε τον ορισµό του µετώπου αναζήτησης F , ώστε να αποτελεί ένα σύνολο

µε στοιχεία της µορφής 〈
(
path(ti), uk

)
, qvalue(k)〉· µε το qvalue(k) να αποτελεί την τιµή του

Q-value του κ-στού στοιχείου του F . Με αυτόν τον τρόπο, το κάθε Ϲευγάρι, που περιέχεται
σε κάθε στοιχείο του µετώπου αναζήτησης, εκτός του ότι υποδηλώνει το αντίστοιχο action,
περιέχει και πληροφορίες για την προτεραιότητα επιλογής του, µέσω της αντίστοιχης Q-
value.

΄Οπως ήδη έχουµε δει, κάθε τέτοιο Ϲευγάρι περιέχει πληροφορίες για το URL uk - που ϑα
επισκεφτεί πιθανώς στο επόµενο ϐήµα ο πράκτορας - αλλά και πληροφορίες για το µονοπάτι
path(ti) της ιστοσελίδας που εξήγαγε το uk την χρονική στιγµή ti . Θεωρώντας πως είµαστε
στο χρονικό ϐήµα t, κάθε Ϲευγάρι περιέχει πληροφορίες, σχετικές τόσο µε το τρέχον state -
gt - όσο και µε το αντίστοιχο action.

΄Οσον αφορά το action, ο τρόπος αναπαράστασης είναι αρκετά άµεσος, αφού σε αυτό
περιέχεται η πληροφορία του URL του επόµενου πιθανού προς επίσκεψη κόµβου wt+1.
΄Οσον αφορά το state, ωστόσο, ϑεωρούµε πως από όλο τον υπογράφο χρειαζόµαστε µόνο
εκείνους τους κόµβους wtj ∈ path(ti) για tj ≤ ti . ∆ιαισθητικά, µπορούµε να σκεφτούµε
ότι για να µετρήσουµε την συνεισφορά του τρέχοντος state gt πάνω σε ένα Ϲευγάρι ενός
στοιχείου του µετώπου αναζήτησης, συσσωρεύουµε (aggregate) όλη την πληροφορία του gt ,
ϑεωρώντας ότι οι κόµβοι που δεν ανήκουν στο µονοπάτι της ιστοσελίδας γονέα της προς
επίσκεψη ιστοσελίδας, δεν συµµετέχουν καθόλου στην συνεισφορά αυτή.

Παρ΄όλα αυτά, όπως αναφέραµε και προηγουµένως, τονίζουµε την δράση του κλειστού
συνόλου (closure) Ct , µε το οποίο τα actions Ast για το st , κατά το χρονικό ϐήµα t, δεν τα έχει
ξαναεπιλέξει ποτέ προηγουµένως ο focused crawler πράκτορας. ∆ιαισθητικά, αυτό σηµαίµει
πως ο πράκτορας µπορεί να επισκεφτεί µια ιστοσελίδα το πολύ µία ϕορά, κατωχυρώνοντας
ότι δεν έχει νόηµα στο focused crawling να επισκεφτόµαστε ξανά ίδιες ιστοσελίδες [65]. Από
αυτό απορρέει πως ο gt πάντοτε ϑα είναι Ακυκλικός Κατευθυνόµενος Γράφος (DAG).

Ακόµα, αναφέρουµε ότι ο επαναϋπολογισµός των Q-values των στοιχείων του µετώπου
αναζήτησης που αντιστοιχούν στα παρελθοντικά actions, στα πλαίσια του focused crawler µε-
ταφράζεται διαισθητικά στο εξής. ΄Οταν επισκεφτόµαστε µία νέα ιστοσελίδα, υπολογίζονται οι
εκτιµήσεις για το πόσο υποσχόµενα είναι τα άµεσα εξαγόµενα URLs, τα οποία αποθηκεύονται
στο µέτωπο αναζήτησης, αφού προηγουµένως ο πράκτορας έχει ενηµερώσει τις αντίστοιχες
τιµές για τα διαθέσιµα, πλέον, URLs που ϐρίσκονταν από πριν εκεί. Μία τέτοια ενηµέρωση
του µετώπου αναζήτησης λέγεται σύγχρονη (synchronous update) [65]. ΄Ετσι, η σύγχρονη
ενηµέρωση περιλαµβάνει τον υπολογισµό των Q-values για τα Ast+1 = ast+1∪[Ast −DEL(Ast )]·
για τα οποία µιλήσαµε παραπάνω.

Αξίζει να σηµειώσουµε πως το αρχικό state ϑα είναι ο αρχικός υπογράφος g0, που δε-
δοµένων των seeds ιστοσελίδων του focused crawler, δεν είναι ασθενώς-συνεκτικός (weakly-
connected graph). ∆ηλαδή, ϑεωρούµε πως πρωτού ξεκινήσει το πρώτο χρονικό ϐήµα, το
αρχικό state s0 - g0 - αποτελούνταν µόνο από τους |S| κόµβους των seeds ιστοσελίδων, όπου
|S| ο αριθµός αυτών. Παράλληλα, δεδοµένου πως ο πράκτορας πάντοτε επιλέγει actions που
αντιστοιχίζονται σε URLs ιστοσελίδων, που δεν έχει επισκεπτεί ξανά σε παρελθοντικά χρονικά
ϐήµατα, ο υπογραφός των states του µονίµως δεν ϑα είναι ασθενώς-συνεκτικός.

Τέλος, τονίζουµε πως το E0 είναι το κενό σύνολο. Από την αλλή, τερµατικό state δεν
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ορίζεται, αφού η όλη διαδικασία είναι συνεχής, χωρίς να υπάρχουν δηλαδή επεισόδια - non
episodic - ενώ ολοκληρώνεται όταν ο πράκτορας έχει επισκεφτεί ένα συγκεκριµένο αριθµό
ιστοσελίδων. ΄Αρα, εάν υποθέσουµε ότι ο πράκτορας πρέπει να επισκεφτεί T διαφορετικές
ιστοσελίδες, τότε το τελευταίο state ϑα είναι ο υπογράφος gT .

Συµπερασµατικά, η δική µας µοντελοποίηση του MDP για το περιβάλλον του focused
crawler συνοπτικά είναι η εξής : Ως state st ορίζουµε τον κατευθυνόµενο υπογράφο gt του
χρονικού ϐήµατος t, κατά το οποίο ο πράκτορας επισκέφτηκε την ιστοσελίδα wt . Ως action
at , ορίζουµε την επιλογή εκείνης της ακµής - έµµεσα - από το µέτωπο αναζήτησης, µε το
οποίο ϑα µεταβούµε από το st στο state st+1 και ϑα επισκεφτούµε την ιστοσελίδα wt+1. Τα
διαθέσιµα actions Ast+1 για το st+1 αποτελούνται από τις ακµές που αντιστοιχίζονται στα
URLs που εξάγονται από την wt+1, τα οποία δεν τα έχει ξαναεπισκεφτεί ο πράκτορας, και
τα συµβολίζουµε µε ast+1 , συν τα actions του st , χωρίς ωστόσο εκείνα που αντιστοιχίζονται
σε URLs ιστοσελίδων που έχει ξαναεπισκεφτεί ο πράκτορας, δηλαδή τα Ast −DEL(Ast )· όπου
DEL(Ast ) = {u

kwt+1} είναι το σύνολο που περιέχει όλες τις ακµές για κάθε uk ∈ Vt . Ως
reward Rt+1 ορίζουµε την συνάφεια της ιστοσελίδας wt+1 µε το ϑέµα αναζήτησης, που εν-
δέχεται να παρέχεται από έναν Oracle. Τέλος, λαµβάνουµε ως πιθανότητα µετάβασης από
το state sr προς το state sr

′

για το χρονικό ϐήµα t + 1 την πιθανότητα επιλογής εκείνου του
Ϲευγαριού από το µέτωπο αναζήτησης F , που αντιστοιχεί στην ακµή του γράφου G για την
επέκταση του υπογράφου gt στον υπογράφο gt+1.

4.1.2.2 Επιβράβευση - The Reward function

Ως reward ϑεωρούµε πως ϑα είναι 1 εάν η ιστοσελίδα του νέου τρέχοντος state είναι
σχετική αλλιώς 0. ΄Αρα, έχουµε την εξής συνάρτηση (reward function):

R(webpage) =

1, if webpage is relevant

0, if webpage is irrelevant

Προκειµένου να καταλάβουµε, εάν µια ιστοσελίδα είναι όντως σχετική, προτείνουµε τη χρήση
της εκµάθησης του ϑέµατος από τον µαθητή που συνέβη στο πρώτο στάδιο του focused
crawler. Με άλλα λόγια, την reward function ϑα αποτελεί το µοντέλο Ενεργού Μάθησης
- που εκπαιδεύτηκε στο προηγούµενο στάδιο - το οποίο ϑα λαµβάνει στην είσοδο τα word
embeddings της περίληψης (abstract) της δηµοσίευσης. ΄Ετσι, η reward function της Ε-
νισχυτικής Μάθησης είναι ο AL Relevance Calculator του focused crawler, ϐλ. Σχήµα
4.1. Ωστόσο, σε ιδιαίτερες περιπτώσεις αναζήτησης, όπως ϑα µελετήσουµε και παρακάτω,
προτείνουµε διαφορετική χρήση του Relevance Calculator, ϐλ. Σχήµα 4.2, µε την reward
function ωστόσο να παραµένει η ίδια.

4.1.2.3 Κοινές Αναπαραστάσεις state και action

Αφού έχουµε µοντελοποιήσει το πρόβληµά µας ως MDP, ϑα αναφερθούµε σχετικά µε την
αναπαράσταση του state και του action. ∆εδοµένου πως ένα URL, προκειµένου να εισχω-
ϱηθεί στο µέτωπο αναζήτησης, πρέπει πρωτίστως να εκτιµηθεί ως προς την προτεραιότητα
επίσκεψής του, δεδοµένης και της ιστοσελίδας που το εξήγαγε, είναι ανάγκη η διαδικασία
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αυτή να γίνεται ξεχωριστά για κάθε URL που εξάγεται από αυτήν.
΄Οπως αναφέραµε και στην προηγούµενη υποενότητα, ενά Ϲευγάρι ενός στοιχείου του

µετώπου αναζήτησης περιέχει πληροφορίες σχετικές τόσο µε το τρέχον state - gt - όσο και µε
το αντίστοιχο action για ένα συγκεκριµένο χρονικό ϐήµα t. Μάλιστα έχουµε σηµειώσει πως
το state συσσωρεύει µόνο την πληροφορία που περιέχεται στους κόµβους που ανήκουν µέσα
στο µονοπάτι της ιστοσελίδας - που εξάγει το αντίστοιχο URL - και όχι όλους τους κόµβους
του. Αυτό σηµαίνει πως για κάθε state πρέπει να εκτιµάται ξεχωριστά κάθε action του.

∆ιαισθητικά ενα URL χρειάζεται την ιστοσελίδα γονέα του και πιθανώς και ολόκληρο
το µονοπάτι αυτής, ώστε να εκτιµήθει το πόσο υποσχόµενο είναι, για να το επισκεφτεί ο
focused crawler πράκτορας. Αυτό µας οδήγει στο να έχουµε κοινή αναπαράσταση µεταξύ
της συνεισφοράς του state και του επιλεγµένου action στο πρόβληµά µας. ΄Αλλωστε µια
παρόµοια µέθοδος έχει ξαναχρησιµοποιηθεί σε ένα focused crawler σύστηµα [65]. ΄Ετσι,
δεδοµένου ενός state s και ενός διαθέσιµου action a, ορίζουµε την κοινή τους αναπαράσταση
x(s, a). Σηµειώνουµε ότι το x(s, a) δεν σχετίζεται άµεσα µε τους ορισµούς του state και του
action που δώσαµε, αλλά αποτελεί το διάνυσµα της κοινής τους αναπαράστασης που ϑα
χρησιµοποιήσουµε για να λύσουµε το πρόβληµα.

Θεωρητικά, το MDP µας είναι πεπερασµένο, εάν τα χαρακτηριστικά της κοινής αναπα-
ϱάστασης είναι διακριτά. Σε αντίθετη περίπτωση, τυπικά είναι µη πεπερασµένο, δεδοµένων
των συνεχών χώρων των states και actions. Πρακτικά, όµως, γνωρίζουµε ότι υπάρχουν πε-
περασµένου αριθµού διαφορετικοί κατευθυνόµενοι υπογράφοι g, αφού υπάρχουν πεπερα-
σµένες διαφορετικές ιστοσελίδες. ΄Ετσι, ϑεωρούµε ότι το MDP µας είναι πεπερασµένο, αλλά ε-
ξαιρετικά µεγάλο (large MDP).

Στο σηµείο αυτό, ϑα περιγράψουµε αναλυτικά τα χαρακτηριστικά που αφορούν το state
(S) και το action (A). Οι διαφορετικές αναπαραστάσεις αυτών που ϑα µελετήσουµε είναι οι ε-
ξής : (α) General Representation, (ϐ) Keyword Representation και (γ) Only NLP Representati-
-on. Οι (α) και (γ) αναπαραστάσεις προτείνονται µόνο για το Σχήµα 4.1, ενώ η (ϐ) κυριώς
για το Σχήµα 4.2 του focused crawler. Σε ένα γενικό πλαίσιο, ϑα ϑέλαµε η αναπαράσταση
του state να γίνει µε τέτοιο τρόπο ώστε να περιέχει πληροφορίες για την ίδια την ιστοσελίδα,
δηλαδή σχετικά µε το περιεχόµενο της, αλλά και πληροφορίες σχετικά µε το µονοπάτι που
έχει ακολουθήσει ο focused crawler πράκτορας µέχρι αυτήν.

Εάν η αναπαράσταση του state παρέχει στοιχεία της συνάφειας των προγόνων της ιστοσε-
λίδας, µακροχρόνια ο πράκτορας ϑα ϑέλαµε να αναγνωρίζει σχετικά µονοπάτια, και άρα τις
ιστοσελίδες που αποτελούν hubs. ΄Οσον αφορά τα actions, ϑα ϑέλαµε να περιέχουν πληρο-
ϕορίες σχετικά µε το περιεχοµένο των αντίστοιχων τίτλων των δηµοσιεύσεων, προκειµένου ο
πράκτορας να είναι σε ϑέση να ανιχνεύει πιθανώς σχετικούς τίτλους µε το ϑέµα αναζήτησης.
Σηµειώνουµε πως ο τίτλος µιας δηµοσίευσης είναι διαθέσιµος - ως anchor text µαζί µε το
URL της - την στιγµή που αυτό εξάγεται από µια ιστοσελίδα, µε αποτέλεσµα να µπορούµε
να τον αξιοποιήσουµε για την αναπαράσταση του action.

Τονίζουµε πως και οι τρεις αναπαραστάσεις χρησιµοποιούν word embeddings για την
αναπαράσταση του state ή/και του action, κάτι που έχει ξαναχρησιµοποιηθεί και σε άλλες
µελέτες [69]. Ακόµα, οι (α), (ϐ) συσσωρεύουν την πληροφορία για το state, παίρνοντας υ-
πόψιν τους κόµβους που ανήκουν στο µονοπάτι της ιστοσελίδαςw, που εξήγαγε το αντίστοιχο
action. Από την άλλη, η (γ) χρησιµοποιεί από αυτό το µονοπάτι µόνο την ιστοσελίδα w.
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Ξεκινάµε να περιγράψουµε την (α) General Representation αναπαράσταση. Για την ανα-
παράσταση του state ϑα πάρουµε τα εξής χαρακτηριστικά: Συνάφεια της w, που ταυτίζεται
µε το αντίστοιχο reward της, Αριθµός Σχετικών Κόµβων του Μονοπατιού και Αριθµός Μη
Σχετικών Κόµβων του Μονοπατιού. Για το action ϑα χρησιµοποιήσουµε τα word embed-
dings του τίτλου του αντίστοιχου URL, και ειδικότερα το διάνυσµα του µέσου όρου τους. Με
αυτόν τον τρόπο, ϐλέπουµε πως έχουµε εν δυνάµει άπειρο αριθµό διαφορετικών states και
άπειρο αριθµό διαφορετικών actions, αφού τόσο τα χαρακτηριστικά του state όσο και τα
word embeddings του action µπορούν να λάβουν µη πεπερασµένες συνεχείς τιµές.

Η αναπαράσταση (ϐ) Keyword Representation απευθύνεται σε περιπτώσεις που έχουµε
a priori γνώση για τις λέξεις-κλειδιά των κειµένων των δηµοσιεύσεων του συγκεκριµένου
προβλήµατος αναζήτησης. Λαµβάνει το state µε τα εξής χαρακτηριστικά: Συνάφεια της w,
Ποσοστό Συνάφειας Κόµβων του Μονοπατιού και Απόσταση από τον Τελευταίο Σχετικό Κόµ-
ϐο του Μονοπατιού. Ως Ποσοστό Συνάφειας Κόµβων του Μονοπατιού ορίζουµε το πηλίκο των
σχετικών κόµβων του µονοπατιού προς όλους τους κόµβους του µονοπατιού. Ως Απόσταση
από τον Τελεύταιο Σχετικό Κόµβο του Μονοπατιού ορίζουµε το 1

d , όπου d η απόσταση από
τον τελευταίο σχετικό κόµβο του µονοπατιού συµπεριλαµβανοµένου και του w. Το τελευταίο
χαρακτηριστικό δίνει περισσότερες πληροφορίες για την ύπαρξη του hub, έχοντας υποθέσει
πως όσο µεγαλώνει η απόσταση d τόσο λιγότερο πιθανόν είναι να ϐρισκόµαστε σε hub. ΄Ο-
σον αφορά το action λαµβάνουµε τα εξής : Εύρεση λέξεων-κλειδιών κατηγορίας-1, Εύρεση
λέξεων-κλειδιών κατηγορίας-2, ..., Εύρεση λέξεων-κλειδιών κατηγορίας-Κ, όπου Κ το πλήθος
των διαφορετικών κατηγοριών λέξεων κλειδιών, και Πιθανότητα Συνάφειας Τίτλου. Το καθένα
από τα παραπάνω χαρακτηριστικά εύρεσης των λέξεων-κλειδιών είναι µία δυαδική µεταβλη-
τές : δηλαδή ϑα λαµβάνει 1, εάν ϐρέθηκε κάποια λέξη-κλειδί της αντίστοιχης κατηγορίας,
αλλιώς 0. Εδώ έχουµε υποθέσει πως οι λέξεις-κλειδιά ανήκουν σε διαφορετικές κατηγορίες,
οι οποίες είναι όλες γνώστες. Για την Πιθανότητα Συνάφειας Τίτλου προτείνουµε την χρήση
ενός νευρωνικού δικτύου που ϑα δέχεται ως είσοδο τα word embeddings του τίτλου και ϑα
εξάγει σε µορφή πιθανότητας την πρόβλεψή του, για το εάν ο τίτλος αυτός ειναι σχετικός.

Σε πιο δύσκολα προβλήµατα αναζήτησης, που ϑα µελετήσουµε, ωστόσο, προτείνουµε
τη διακριτοποίηση των χαρακτηριστικών. Για παράδειγµα, όταν η ύπαρξη συγκεκριµένων
λέξεων-κλειδιών είναι απαραίτητη, προκειµένου να αναγνωριστούν οι ιστοσελίδες ως σχετικές
από το Gold Standard, προτείνουµε τη διακριτοποίηση του Ποσοστού Συνάφειας Κόµβων
του Μονοπατιού και της Απόστασης από τον Τελεύταιο Σχετικό Κόµβο του Μονοπατιού της
αναπαράστασης του state. Με αυτόν τον τρόπο, ϑέλουµε να γίνει πιο εύκολη η µάθηση του
πράκτορα και να ϕθάσει πιο γρήγορα σε ϐέλτιστη στρατηγική (optimal policy). Μία τέτοια
µέθοδος έχει ξαναχρησιµοποιηθεί άλλωστε στο focused crawling [65]. ΄Ετσι, πετυχαίνουµε να
έχουµε πεπερασµένο αριθµό διαφορετικών αναπαραστάσεων των states, δεδοµένης και της
reward function που ορίσαµε, και µη πεπερασµένο αριθµό διαφορετικών αναπαραστάσεων
των actions, γνωρίζοντας ότι η Πιθανότητα Συνάφειας Τίτλου δεν λαµβάνει διακριτοποίηση.

Προτείνουµε η διακριτοποίηση να γίνει ως εξής· εάν η τιµή του χαρακτηριστικού εµπε-
ϱιέχεται στο εύρος τιµών ενός κάδου (bucket), τότε λαµβάνει την τιµή του κάδου. Ορίζουµε,
αυθαίρετα, τους κάδους, µε τα εξής εύρη τιµών: [0−0.1), [0.1−0.2), [0.2−0.3), [0.3−0.4),
[0.4 − 0.5), [0.5 − 0.6), [0.6 − 0.7), (8) [0.7 − 0.8), [0.8 − 0.9) και [0.9 − 1.0). Οι αντίστοι-
χες τιµές των κάδων αυτών είναι οι εξής : 0.0,0.1,0.2,0.3,0.4,0.5,0.6,0.7,0.8,0.9. Εάν
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το χαρακτηριστικό έχει εξαρχής τιµή ίση µε 1.0 τότε παραµένει ως έχει. Η διακριτοποίηση
ήταν και ο λόγος που προσθέσαµε αυτά τα χαρακτηριστικά αφαιρώντας τα δύο τελευταία
της (α) αναπαράστασης για το state, δεδοµένου πως συνεχώς αυξανόµενα από την µονάδα
χαρακτηριστικά δεν µπορούν να οµαδοποιηθούν εύκολα σε κάδους.

Επιπλέον, όσον αφορά το χαρακτηριστικό της Πιθανότητας Συνάφειας Τίτλου, µία ϐολική
λύση ϑα ήταν η µεταφορά µάθησης (Transfer Learning) από κάποιο ήδη προεκπαιδευµένο
νευρωνικό δίκτυο εστιασµένο στο πρόβληµα µας. Αυτό ϑα έχει ως αποτέλεσµα την επιτάχυνση
της online µάθησης του πράκτορα, αλλά µε κόστος την προεκπαίδευση και την εξάρτηση από
αυτό το πρότερο µοντέλο. Σε αυτήν την περίπτωση, προτείνουµε η µεταφορά µάθησης να
γίνει από το πρώτο στάδιο του focused crawler, όπου ο µαθητής έχει εκπαιδευτεί στο να
κατανοήσει το ϑέµα αναζήτησης.

΄Εχοντας περιγράψει τις πρώτες δύο µεθοδολογίες αναπαράστασης, µένει να µιλήσουµε
για την (γ) Only NLP Representation. Εδώ οι αναπαραστάσεις του state και του action είναι
παρόµοιες, µε το state να διαθέτει τα word embeddings της περίληψης της δηµοσίευσης,
που περιέχει η ιστοσελίδα w, και το action τα word embeddings του τίτλου που του αντι-
στοιχεί. Συγκεκριµένα, λαµβάνουµε την συνένωση του Mean Pooling - Max Pooling, όπως
χρήσιµοποιήσαµε και στην Ενεργό Μάθηση. ∆εδοµένου πως η αναπαράσταση αυτή δεν
παρέχει καθόλου πληροφορίες για το υπόλοιπο state - και κυρίως για το µονοπάτι της ιστο-
σελίδας w - αλλά ούτε άµεσες πληροφορίες για το ίδιο το w, ϑα την χρησιµοποιήσουµε ως
baseline.

4.1.2.4 Focused Crawler Πράκτορες: DQN και DDQN

∆εδοµένου πως οι χώροι των αναπαραστάσεων των states και των actions είναι µη πεπε-
ϱασµένοι, προκειµένου να λύσουµε το πρόβληµά µας χρειαζόµαστε κάποια προσεγγιστική
συνάρτηση (function approximation), και όχι το κλασικό πινακοειδές (tabular) Q-learning
για να προσεγγίσουµε την ϐέλτιστη Q∗ [7]. ΄Ετσι, ϑα χρησιµοποιήσουµε τους αλγορίθµους
Deep Q-learning και Double Deep Q-learning, κάνοντας ωστόσο ορισµένες τροποποιήσεις
λόγω της κοινής αναπαράστασης του state και του action. Πιο αναλυτικά, ο πράκτορας
DQN - και ο DDQN - αντιµετωπίζει ένα πολλαπλό πρόβληµα παλινδρόµησης (regression),
όπου δεδοµένου του state και των διαθέσιµων actions, µε ένα πρόσθιο πέρασµα (forward
propagation) υπολογίζει τα Q-values όλων των actions τους, έχοντας ως είσοδο µόνο το state.

Στην περίπτωσή µας, κάτι τέτοιο δεν είναι εφικτό, αφού αν και έχουµε να αντιµετω-
πίσουµε και πάλι ένα πρόβληµα παλινδρόµησης, η κοινή αναπαράσταση x(state, action)
µας αναγκάζει να χρειαζόµαστε ξεχωριστό πρόσθιο πέρασµα για κάθε action, µε είσοδο το
x(state, action). Αναπόφευκτα, τροποποιούνται και οι αντίστοιχοι µαθηµατικοί συµβολι-
σµόι. Η Q-function για ένα state s, ένα action a και παραµέτρους θθθ γράφεται Q(x(s, a);θθθ).
Επιπλέον, στο Experience Replay πλέον αποθηκεύουµε τριάδες 〈x(s, a), r, s′〉, όπου r το
αντίστοιχο reward και s′ το νέο state λόγω της επιλογής του action a. Παράλληλα, στο
µέτωπο αναζήτησης, για πρακτικούς λόγους υλοποίησης, κρατάµε και το URL, έστω url, το
οποίο αντιστοιχίζεται µε το a. ΄Ετσι, στο µέτωπο αναζήτησης αποθηκεύουµε εγγραφές τύπου
〈url, x(s, a), qvalue(a)〉, όπου το qvalue(a) είναι η τιµή του Q-value για το a.

Σηµειώνουµε ότι αν και οι αλγόριθµοι Deep Q-learning και Double Deep Q-learning
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έχουν σχεδιαστεί για περιπτώσεις όπου µόνο ο χώρος των states είναι πολύ µεγάλος ή µη
πεπερασµένος, εµείς παρακάµπτουµε αυτό το εµπόδιο, αφού αν και ο χώρος αναπαράστασης
των actions είναι πολύ µεγάλος, εκείνα που είναι διάθεσιµα σε κάθε state είναι πάντα
πεπερασµένου αριθµού.

΄Οσον αφορά τις αναπαραστάσεις (α) και (ϐ), που αναλύσαµε παραπάνω, δεδοµένου πως
η κύρια µετρική µας είναι το Harvest Rate και πως τα seeds URLs είναι a priori σχετικά µε το
ϑέµα, αποθηκεύουµε εξαρχής στο Experience Replay τις αντίστοιχες τριάδες 〈x(s, a), r, s′〉 µε
r = 1, ϑεωρώντας ότι στο διάνυσµα x(s, a) τα χαρακτηριστικά της αναπαράστασης του state
ήταν όλα 0. Μάλιστα, για λόγους ευκολίας, υποθέτουµε ότι τα actions που αντιστοιχούσαν
στα seeds προήλθαν από ένα µηδενικού διανύσµατος null state s−1.

Οι πράκτορες Ενισχυτικής Μάθησης που ϐασίζονται στο Q-learning χρειάζονται έναν
παράγοντα εξερεύνησης του χώρου των states, έχοντας επίγνωση του trade-off µεταξύ της
εξερεύνησης (exploration) και της εκµετάλλευσης (exploitation), όπως περιγράψαµε ανα-
λυτικά στο Κεφάλαιο 2. Ιδιαίτερα ο DQN-τύπου πράκτορας χρειάζεται αρκετή εξερεύνηση,
πρωτού να αρχίσει να εκπαιδεύεται [8]. Για αυτό τον λόγο, χρειάζεται για έναν καθορισµένο
αριθµό χρονικών ϐηµάτων, ο focused crawler πράκτορας να επιλέγει µε τυχαίο τρόπο ac-
tions από το µέτωπο αναζήτησης. Αυτό ωστόσο πρέπει να γίνει µε προσοχή, αφού ϑέλουµε ο
πράκτορας να ϕθάσει σε σύγκλιση σχετικά γρήγορα, δεδοµένου πως έχουµε και καθορισµένο
αριθµό προσπελάσεων ιστοσελίδων. Επιπλέον, είναι χρήσιµο να διατηρήσουµε τη δυνατότη-
τα για εξερεύνηση ακόµα όταν έχει αρχίσει η εκπαίδευση. Αυτό γιατί ϑέλουµε συνεχώς να
επεκτείνουµε µονοπάτια στο γράφο του Παγκόσµιου Ιστού, που µπορεί να ϕανούν αρκετά
χρήσιµα µακροπρόθεσµα, ακόµα και αν άµεσα δεν ϕαίνονται τόσο υποσχόµενα. Κάτι τέτοιο
πρέπει να γίνεται µε µικρή πιθανότητα και µάλιστα η πιθανότητα αυτή να ϕθίνει συνεχώς,
µέχρι µια ελάχιστη τιµή καθόλη την διάρκεια της µάθησης του πράκτορα.

΄Ετσι, ϑα ακολουθήσουµε στρατηγική (off-policy) ϸ-greedy [7], µε την οποία ϑα επιλέγεται
το καλύτερο Ϲευγάρι x(state, action) από το µέτωπο αναζήτησης µε πιθανότητα 1 − ϸ. Από
την άλλη, µε πιθανότητα ϸ ϑα επιλέγεται κάποιο µε τυχαίο τρόπο. Ορίζουµε ακόµα λ ∈ [0,1)
ώστε σε κάθε διαφορετικό χρονικό ϐήµα (timestep) να ανανεώνουµε το ϸ ως εξής :

ϸ = max{λ · ϸ, ϸ0} (4.9)

όπου το ϸ0 ∈ [0,1] η ελάχιστη τιµή που µπορεί να πάρει το ϸ.

΄Οπως γνωρίζουµε οι πράκτορες DQN και DDQN χρησιµοποιούν δύο νευρωνικά δίκτυα
- ένα για δίκτυο πρόβλεψης (Q-Network), µε παραµέτρους θθθ, και ένα δίκτυο στόχο (Target
Q-Network), µε παραµέτρους θθθ−, τα οποία υποχρεωτικά έχουν την ίδια αρχιτεκτονική. Θα
χρησιµοποιήσουµε Multilayer-Perceptron (MLP) για την εκτίµηση της συνάρτησης (function
approximation) της Q-function, το οποίο ϑα λαµβάνει ως είσοδο το διάνυσµα x(state, action)
και ϑα εξάγει το αντίστοιχο Q-value. Ο αριθµός των κρυφών επιπέδων εξαρτάται από την
επιλογή της αναπαράστασης της εισόδου. Στο σηµείο αυτό, αξίζει να γράψουµε τις σχέσεις
για τους αλγορίθµους που ϑα χρησιµοποιήσουµε. Για το DQN µε Experience Replay, ο
στόχος για κάθε Q

(
x(st , a);θθθ−

)
ενηµερώνεται ως εξής :

y = rt+1 + γ max
a∈ast+1

Q
(
x(st+1, a);θθθ−

)
(4.10)
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Ενώ για το DDQN µε Experience Replay ο στόχος για κάθε Q
(
x(st+1, a);θθθ−

)
ενηµερώνεται

ως εξής :

y = ri+1 + γQ

x st+1, argmax
a∈ast+1

Q (x(st+1, a);θθθ)

 ;θθθ−
 (4.11)

όπου γ είναι ο εκπτωτικός παράγοντας (discount factor). Σηµειώνουµε πως δεδοµένου πως
έχουµε να αντιµετωπίσουµε ένα συνεχές πρόβληµα χωρίς επεισόδια - αλλά µε ένα µόνο
τερµατικό state, πρέπει να ϑέσουµε το γ περίπου ίσο µε το 1. Επιπλέον, αξίζει να υπογραµ-
µίσουµε πως στον υπολογισµό του y χρησιµοποιούµε τα actions a ∈ ast+1 , δηλαδή µόνο
εκείνα που αντιστοιχούν στα URLs που εξάγονται από την ιστοσελίδα-κόµβο wt+1, και δεν
περιέχονται στο κλειστό σύνολο Ct+1. ∆ιαισθητικά, µε αυτόν τον τρόπο εξετάζουµε άµεσα
κατά πόσο το νέο state είχε κάποιο καλύτερο action από το προηγούµενό του. Προκειµένου
να γίνει αυτό, χρειάζεται στην υλοποίησή µας να κρατάµε όλα τα στιγµιότυπα του κλειστο-
ύ συνόλου Ctk , δηλαδή για κάθε tk ∈ [1, T ], όπου T ο συνολικός αριθµός των χρονικών
ϐηµάτων.

Η συνάρτηση που ϑέλουµε να ελαχιστοποιήσουµε είναι η Mean Squared Error της εξίσω-
σης Bellman, όπου ο ϐέλτιστος στόχος r+γQ∗ (x(s, a) προσεγγίζεται µε το y, χρησιµοποιώντας
τις παραµέτρους θθθ−, από κάποια προηγούµενη επανάληψη [8].

L(θθθ) = [y − Q (x(st , at);θθθ)]2 (4.12)

Στα πειράµατά µας ϑα αναφερθούµε στις υπερπαραµέτρους των µοντέλων που ϑα δοκι-
µάσουµε. Εφόσον έχουµε δει αναλυτικά όλο το δεύτερο στάδιο του focused crawler πράκτο-
ϱα, ϑα δείξουµε αναλυτικά τα ϐήµατα του αλγορίθµου (Αλγόριθµος 4.2) του σταδίου αυτού.
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Αλγοριθµος 4.2: ∆εύτερο Στάδιο Focused Crawler: Ενισχυτική Μάθηση

Input: seeds URLs, TIMESTEPS, RelevanceCalculator, representation x, URLScorer Q-Ne-
twork θθθ, Target Q-Network θθθ−, Target Update Period TUP, Batch Size batch, Replay Start
Size start, epsilon γ, ε, eps_decay and eps_min
Initialize s0 from seeds, s−1 as null state, empty crawl frontier F0, closure C0, Experience
Replay ER and t := 1
while seeds not empty do

Pop one url from seeds with respective action := action of l
From url fetch webpage w
Store to ER: 〈x(s−1,action),1,s0〉 and add url to C0
L := Extract all outlinks from w that are not in C0
for l in L do

a := action corresponding to l and qvalue := Q (x(s0, a);θθθ)
Store 〈l, x(s0, a), qvalue〉 to F0

end for

end while

while not t > TIMESTEPS do

if t MOD TUP = 0 then

Update θθθ− = θθθ
end if

if t < start then

Pop at random a record from F : 〈url, x(stk , a), qvalue〉
else

if with probability ϸ then

Pop at random a record from F : 〈url, x(stk , a), qvalue〉
else

Pop the record with the highest Q-value from F : 〈url, x(stk , a), qvalue〉
Update ϸ := max{ϸ·eps_decay, eps_min}

end if

end if

Ft := Ft−1 without records corresponding to DEL(Ast−1) and Ct := Ct−1 ∪ {url}
From url fetch webpage wt and get transition from st−1 to st
Observe reward rt := RelevanceCalculator(wt )
Store to ER: 〈x(st−1, a), r, st〉
if t > start then

Sample from ER a random batch of records 〈x(si−1, ai−1), ri , si〉
Set y := ri + γmax

a∈asi
Q

(
x(si , a);θθθ−

)
// DQN

Set y := ri + γQ
x si , argmax

a∈asi

Q (x(si , a);θθθ)
 ;θθθ−

 // DDQN

Perform gradient descent step on (y − Q (x(si−1, ai−1);θθθ))2

end if

Update the q-values of all records in Ft using θ
L := Extract all outlinks from wt that are not in Ct
for l in L do

a′ := action corresponding to l and qvalue := Q (x(st , a′);θθθ)
Store to Ft : 〈l, x(st , a′), qvalue〉

end for

t := t + 1
end while

Output: HarvestRate, CT
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4.2 Ντετερµινιστικός Focused Crawler: Greedy Επιλογή

Στην ενότητα 4.1, µελετήσαµε την περίπτωση ενός focused crawler που αποτελείται από
δύο στάδια µάθησης, µε τα οποία το σύστηµα µπορεί να κατανοεί τα ενδιαφέροντα ϑέµατα
αναζήτησης αλλά και τους τρόπους µε τους οποίους είναι σε ϑέση να ϐρίσκει τα σχετικά
URLs. Στο σηµείο αυτό, ϑα περιγράψουµε µία περίπτωση ενός ντετερµινιστικού focused
crawler, ο οποίος δεν διαθέτει κανένα µοντέλο Μηχανικής Μάθησης.

Ο ντετερµινιστικός focused crawler µας (DetFC) ακολουθεί το γενικό µοντέλο (Σχ.3.1),
που περιγράψαµε στο Κεφαλαίο 3, λαµβάνοντας ως είσοδο λίγα σε αριθµό seeds URLs
αλλά και λέξεις-κλειδιά (keywords), που περιγράφουν το ϑέµα αναζήτησης. Θεωρούµε πως
οι λέξεις-κλειδιά στην είσοδο του συστήµατος είναι οργανωµένες σε επιµέρους κατηγορίες
λέξεων-κλειδιών. Ο DetFC ϑα εφαρµόζεται σε δύσκολα (ειδικά) προβλήµατα αναζήτησης, τα
οποία ϑα χαρακτηρίζονται από τον συνδυασµό λέξεων-κλειδιών από όλες τις καθορισµένες
κατηγορίες τους.

Τυπικά, συµβολίζουµε µε T το υπερσύνολο ϑέµα της αναζήτησης και µε t το γνήσιο
υποσύνολό του, το οποίο αποτελεί το ενδιαφέρον ϑέµα του χρήστη. Επιπλέον, συµβολίζουµε
µε K1, K2, ..., KNK τις διαφορετικές µεταξύ τους ως προς το νόηµα κατηγορίες K και µε KWi

όλες τις λέξεις κλειδιά KW για i < Nkw· όπου Nkw το πλήθος των λέξεων-κλειδιών. Θεωρούµε
πως KWi , KWj για όλα τα i , j και ορίζουµε την συνάρτηση FK : KW → K, µε την οποία
αντιστοιχίζουµε µονοσήµαντα κάθε λέξη-κλειδί µε µία και µόνο κατηγορία. Τέλος, ϑεωρούµε
ότι κάθε κατηγορία Ki διαθέτει µια τιµή προτεραιότητας Pi για i < Nkw, και ορίζουµε την
συνάρτηση FP : K → P, όπου το P > 0 είναι κάποιος ϑετικός αριθµός. Κατά αυτόν τον τρόπο,
έχουµε P1, P2, ..., PK προτεραιότητες που επιδέχονται διάταξη µεταξύ τους.

Προκειµένου ένα κείµενο να ανήκει στο t, πρέπει να περιέχεται σε αυτό τουλάχιστον µία
λέξη-κλειδί από όλες τις κατηγορίες K. Αν δεν τηρείται το παραπάνω, τότε ϑεωρούµε ότι το
κείµενο είναι αρκετά πιθανόν να ανήκει στο T , δεδοµένου πως τα seeds ανήκουν σίγουρα στο
t και άρα και στο T . ΄Οταν ένα κείµενο περιέχει τουλάχιστον µία λέξη-κλειδί µιας κατηγορίας
Ki , τότε λέµε πως το κείµενο έχει (has) την Pi . Ορίζουµε τις µεταβλητές ri τέτοιες ώστε :

ri(text) =

1, if text has Pi

0, otherwise
(4.13)

΄Οσον αφορά την αναζήτηση δηµοσιεύσεων, ο DetFC ϑα λαµβάνει υπόψιν τον τίτλο της δη-
µοσίευσης για κάθε URL που εξάγεται και τοποθετείται στο µέτωπο αναζήτησης, ενώ για
τον υπολογισµό της συνάφειας µιας δηµοσίευσης ϑα λαµβάνει υπόψιν και τον τίτλο και την
περίληψη (abstract) της. Πιο αναλυτικά, ο URL Scorer ϑα είναι η παρακάτω συνάρτηση

URLScorer(title) =
NK∑
i=1

riPi (4.14)
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Παράλληλα, ορίζουµε την συνάρτηση του Relevant Calculator ως εξής :

RelevanceCalculator(publication) =


1, if abstract has P1, ..., PNK

1, if title has P1, ..., PNK

0, otherwise

(4.15)

∆εδοµένων των δυο ϐασικών συναρτήσεων του γενικού µοντέλου του focused crawler,
ο DetFC επιλέγει να επισκεφτεί πάντα εκείνο το URL στο µέτωπο αναζήτησης που έχει την
µεγαλύτερη τιµή της συνάρτησης URLScorer. Αυτό σηµαίνει πως αν υπάρχει κάποιο URL,
που στον τίτλο του περιέχονται λέξεις-κλειδιά από όλες τις κατηγορίες K, τότε ο DetFC
ϑα το επισκεφτεί σίγουρα νωρίτερα από τα υπόλοιπα για τα οποία δεν ισχύει αυτό. Σε πιο
γενικό πλαίσιο, ο DetFC εξασφαλίζει πως ϑα επιλέγονται πάντα διαθέσιµα URLs του µετώπου
αναζήτησης που έχουν τις µεγαλύτερες αθροιστικά προτεραιότητες.

Αλγοριθµος 4.3: ΄Απληστος Ντετερµινιστικός Αλγόριθµος Focused Crawler: DetFC

Input: seeds URLs, {Ki}, {KWi}, {Pi}, TIMESTEPS
Initialize empty crawl frontier F and closure C
Build URLScorer and RelevanceCalculator with {Ki}, {KWi}, {Pi}
while seeds not empty do

Pop a URL url from seeds
Add url to C
Fetch webpage w url
L := Extract all outlinks URLS from w that are not in C
for l in L do

title := Extract anchor text from l
score := URLScorer(title)
Add tuple (l,score) to F

end for

end while

timestep := 1
while not timestep > TIMESTEPS do

Select greedily a (url, score) from F
Observe relevance := RelevanceCalculator(url)
Add url to C
Delete all tuples from F that have as URL the url
L’ := Extract all outlinks from url that are not in C
for l in L’ do

title := Extract anchor text from l
score := URLScorer(title)
Add tuple (l,score) to F

end for

timestep := timestep + 1
end while

Output: HarvestRate, C

Στην ειδική περίπτωση που οι διαφορετικές κατηγορίες λέξεων-κλειδιών είναι δύο, δηλ.
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NK = 2, αυτό σηµαίνει πως ο DetFC ϑα επισκέπτεται µε πρώτη προτεραιότητα τίτλους που
περιέχουν λέξεις-κλειδιά και από τις δυο κατηγορίες, µε δεύτερη προτεραιότητα τίτλους
που περιέχουν λέξεις-κλειδιά από την πιο σηµαντική κατηγορία και µε τρίτη προτεραιότητα
τίτλους που προέρχονται από την λιγότερη σηµαντική κατηγορία. ΄Ετσι, ο αλγόριθµος του
DetFC είναι άπληστος (greedy). Τονίζουµε πως στις περιπτώσεις που υπάρχουν πολλά URLs
που ισοβαθµούν και η τιµή τους είναι µέγιστη στο µέτωπο αναζήτησης, επιλέγουµε κάποιο
µε τυχαίο τρόπο. Ο αλγόριθµός του DetFC παρουσιάζεται αναλυτικά στον Αλγόριθµο 4.3.
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Κεφάλαιο 5

Πειραµατική Ανάλυση και Αποτελέσµατα

Στο κεφάλαιο αυτό ϑα περιγράψουµε την όλη πειραµατική διαδικασία που ακολου-
ϑήσαµε, καθώς και την εξαγωγή των αποτελεσµάτων από τα πειράµατα που αξιοποίησαν τα
εναλλακτικά συστήµατα focused crawler των µεθοδολογιών που είδαµε στο προηγούµενο
κεφάλαιο. Για την οργάνωση της πειραµατικής διαδικασίας, αλλά και για την µάθηση του
συστήµατος, υπενθυµίζουµε πως στη διάθεσή µας είχαµε δύο καταξιωµένους εµπειρογνώµο-
νες εθνοφαρµακολογίας (domain experts), οι οποίοι, στα πειράµατά µας, ανέλαβαν τον ϱόλο
του ερευνητή για τον focused crawler δύο σταδίων. Στις υποενότητες που ακολουθούν ϑα
περιγράψουµε τα δύο προβλήµατα αναζήτησης που αναφέραµε - ένα γενικό και ένα ειδικό -
και ϑα αναλύσουµε τις προσεγγίσεις µας εξάγοντας τα αντίστοιχα συµπεράσµατα.

Και για τα δύο προβλήµατα αναζήτησης, η διαδικασία του focused crawling πραγµατο-
ποιείται πάνω στο PubMed [13] και την ϐάση δεδοµένων MEDLINE η οποία παρέχει πρόσβα-
ση στην πλειονότητα των δηµοσιεύσεων ιατρικοφαρµακευτικού περιεχοµένου. Σηµειώνουµε
πως χρησιµοποιούµε προεκπαιδευµένα word2vec word embeddings [70], µεγέθους 4GB.
Τα word2vec word embeddings αυτά έχουν εκπαιδευτεί πάνω σε όλο το PubMed καθώς και
σε αντίστοιχα κείµενα από την Wikipedia [71]. Τονίζουµε πως κάθε λέξη, µέσω του word
embedding, αντιστοιχίζεται σε ένα διάνυσµα 200 διαστάσεων. Υπενθυµίζουµε πως ο κύριος
σκοπός µας είναι να µεγιστοποιήσουµε το τελικό harvest rate του focused crawler. Στα

διαγράµµατα harvest rate που ακολουθούν, αναπαριστούµε το συσσωρευτικό harvest rate για

όλα τα χρονικά ϐήµατα της εκτέλεσης του focused crawler.

5.1 Γενικό Πρόβληµα Αναζήτησης

Στο γενικό πρόβληµα, ορίζουµε ως σχετικό ϑέµα αναζήτησης οτιδήποτε έχει να κάνει
µε εθνοφαρµακολογία, χωρίς κανέναν άλλον περιορισµό. Αυτό σηµαίνει πως οι αναφορές
που συλλέγει το σύστηµα µπορεί να ανήκουν σε δύο κατηγορίες : E και EC, όπου η πρώτη
αποτελείται από τα κείµενα που είναι σχετικά µε την εθνοφαρµακολογία, ενώ η δεύτερη είναι
η συµπληρωµατική της πρώτης.

5.1.1 Προετοιµασία Πειράµατος

Αφού πλεόν ορίστηκε το ϑέµα αναζήτησης, οι εµπειρογνώµονες εθνοφαρµακολογίας δια-
λέγουν 25 URLs δηµοσιεύσεων, που ϑεώρησαν πως ανήκουν στην κατηγορία E. Η διαδικασία
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αυτή, ωστόσο, πραγµατοποιείται µε τρόπο, ώστε ο κάθε εµπειρογνώµονας να µας δώσει πε-
ϱίπου τον ίδιο αριθµό δηµοσιεύσεων, χωρίς να γνωρίζει τα κείµενα που µας έδωσε ο άλλος.
Τα 25 URLs αυτά αποτελούν την είσοδο και, άρα, τις seeds ιστοσελίδες του focused crawler.
Από αυτά παίρνουµε 427 URLs, µε τα οποία seeds συνδέονταν άµεσα. Στη συνέχεια, εκτε-
λούµε τυχαίο πιλοτικό τρέξιµο (Random Crawling) µε είσοδο τα seeds και ϕέρνουµε 400
URLs δηµοσιεύσεων. Αφαιρώντας όλα τα διπλά αποτελέσµατα (duplicates), ϕθάνουµε πολύ
εύκολα σε ένα σύνολο δεδοµένων 813 URLs, το οποίο, ωστόσο, είναι µη επισηµειωµένο,
αφού δεν περιέχει annotations.

Στη συνέχεια, δεδοµένου πως διαθέτουµε δύο επισηµειωτές, πρέπει να ελέγξουµε την
συµφωνία των επισηµειωτών (Interannotator Agreement), προκείµενου να µελετήσουµε την
αξιοπιστία των επισηµειώσεων, που ϑα λαµβάνει το σύστηµα στο πρώτο στάδιο της Ενεργού
Μάθησης (Active Learning). ∆ιαλέγοντας τα περισσότερα από τα seed URLs και τυχαία
δείγµατα από το σύνολο δεδοµένων µας, ϱωτάµε τους επισηµειωτές για 50 συνολικά URLs
και µελετάµε τρεις µετρικές : το Raw Agreement, το Cohen’s kappa και το Krippendorff’s
alpha. Στους πίνακες 5.1 και 5.2 παρουσιάζονται τα αποτελέσµατα των επισηµειώσεων
(confusion matrix) αλλά και των τιµών των µετρικών, που προέκυψαν αντίστοιχα. Και για
τις τρεις µετρικές ϐλέπουµε πως έχουµε σχεδόν άριστη συµφωνία δεδοµένου πως τόσο το
Cohen’s kappa όσο και το Krippendorff’s alpha δείχνουν άριστη συµφωνία όταν οι τιµές
τους είναι µεγαλύτερες από 0.8.

Raw Agreement 0.96
Cohen’s Kappa 0.92

Krippendorff’s alpha 0.92

Πίνακας 5.1: Μετρικές Interannotator Agreement Γενικού Προβλήµατος

Annotator 2

E EC

E 24 2

Annotator 1 EC 0 24

Πίνακας 5.2: Confusion Matrix Επισηµειώσεων Γενικού Προβλήµατος

∆εδοµένης της µεγάλης συµφωνίας των επισηµειωτών, προχωράµε στην απόκτηση του
χρυσού κανόνα (Gold Standard) όλων των επισηµειώσεων Τ των 800 URLs δεδοµένων, που
συλλέξαµε µε την παραπάνω διαδικασία. Κατά αυτόν τον τρόπο, δηµιουργούµε ένα συνόλο
δεδοµένων (URL, T ), που περιέχει 813 URLs µε επισηµειώσεις ως προς την συνάφεια στο ϑέµα
της εθνοφαρµακολογίας. Σηµειώνουµε πως το σύνολο δεδοµένων αυτό περιέχει κείµενα της
κατηγορίας E σε ποσοστό 58%. Από αυτό κρατάµε τα 25 seeds URLs για το αρχικό σύνολο
δεδοµένων.
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5.1.2 Ενεργός Μάθηση

Στη συνέχεια, ϑέλουµε να ϕτιάξουµε τρία αρχικά σύνολα δεδοµένων για την είσοδο της
Ενεργού Μάθησης - το σύνολο εκπαίδευσης 50 δεδοµένων µε το 58% να ανήκουν στην κα-
τηγορία Ε, το σύνολο τεστ (test set) 50 δεδοµένων µε το 50% να ανήκουν και πάλι στην
κατηγορία Ε και το pool µε τα υπόλοιπα 763 δεδοµένα. Κάνουµε 10-fold-cross-validation
[72], ώστε να δηµιουργήσουµε 10 διαφορετικές τριάδες των τρίων παραπάνω συνόλων δε-
δοµένων της Ενεργού Μάθησης, µε την ιδιότητα ότι το σύνολο τέστινγκ ϑα είναι πάντα ξένο
µε οποιοδήποτε σύνολο τέστινγκ άλλης τριάδας. Το ίδιο ισχυεί και για τα 25 δεδοµένα της
EC του αρχικού συνόλου εκπαιδεύσης. Με αυτόν τον τρόπο, ϑέλουµε να δηµιουργήσουµε
¨ασφαλή¨ σύνολα δεδοµένων, ώστε µε στατιστικά τεστς να προβούµε στην επιλογή του κα-
λύτερου µοντέλου. Ωστόσο, εάν επιλέγαµε δεδοµένα από το σύνολο των 813 δεδοµένων µε
τυχαίο τρόπο, ώστε να ϕτιάχναµε τις 10 τριάδες δεδοµένων, τότε είναι σχεδόν ϐέβαιο πως ϑα
υπήρχαν επικαλύψεις. Μια τέτοια µέθοδος δεν συνίσταται να συµβαίνει σε καµία περίπτωση
για την επιλογή του καλύτερου µοντέλου [73].

Προκειµένου να προχωρήσουµε στην εκπαίδευση των µοντέλων ΕνεργούΜάθησης, ϑέτου-
µε ως µέγιστο όριο (budget) ερωτοαποκρίσεων µε το Gold Standard, δηλαδή τον ερευνητή, τις
250. Θεωρούµε ως ϐασικό (baseline) µοντέλο τον Random SVM, που χρησιµοποιεί τυχαία
δειµατοληψία (Random Sampling) και εξετάζουµε ακόµα τα µοντέλα LSTM, AverageLSTM,
DoubleLSTM και MeanMaxMLP, που περιγράψαµε αναλυτικά στο προηγούµενο κεφάλαιο.
Για όλα τα µοντέλα, χρησιµοποιούµε k = 10, δηλαδή σε κάθε γύρο (batch) της Ενεργο-
ύ Μάθησης επαυξάνουµε το σύνολο εκπαίδευσης κατά 10 παρατηρήσεις από το pool. Με
δεδοµένο το budget που ϑέσαµε παραπάνω, ορίζονται συνολικά 25 γύροι εκπαίδευσης για
κάθε µοντέλο. Στο σχηµα 5.1 απεικονίζουµε τις γραφικές παραστάσεις του µέσου accuracy
των µοντέλων που εκπαιδεύτηκαν µε Ενεργό Μάθηση (Active Learning).

Για να µπορέσουµε να ϐγάλουµε συµπεράσµατα σχετικά µε το ποιο είναι το καλύτερο µο-
ντελό, προκειµένου να προχωρήσουµε στο δεύτερο στάδιο του focused crawler, λαµβάνουµε
υπόψιν τις εκπαιδεύσεις των µοντέλων από τον 10ο γύρο και µετά, όπου αυτά αρχίζουν και
συγκλίνουν. Ξεκινώντας από τον 10ο γύρο, ϑα επιλέξουµε εκείνο το µοντέλο που έχει µεγα-
λύτερη αντίστοιχη µέση τιµή του accuracy και παρουσιάζει στατιστικά σηµαντική διαφορά
(statistical significance) έναντι των άλλων, λαµβάνοντας υπόψιν την ανάγκη για ευρωστία
και επαναπαραγωγιµότητα των αποτελεσµάτων. Τα αποτελέσµατα υποδεικνύουν ότι αυτή η
διαφορά αναδεικνύεται στον 13ο γύρο.

Χρησιµοποιούµε paired-t-test για να ελέγξουµε την στατιστική σηµαντικότητα, το οποίο
αποτελεί πολύ συχνή µέθοδο για την επιλογή του καλύτερου µοντέλου ταξινοµήτη [73]. Στο
τεστ αυτό, ϑυµίζουµε ότι η null υπόθεση - οι παρατηρήσεις δεν ανήκουν στην ίδια κατανοµή
- απορρίπτεται όταν p − value < 0.05. Αρχικά, ελέγχουµε να δούµε εάν οι κατανόµες των
µέσων τιµών όλων των µοντέλων ακολουθούν κανονική κατανοµή, ώστε να τηρείται απόλυ-
τα ο ϐασικός περιορισµός για το paired-t-test µέσω Shapiro–Wilk test. Θυµίζουµε ότι το
τεστ αυτό έχει ως null υπόθεση ότι η κατανοµή είναι κανονική την οποία δεχόµαστε εάν το
p-value > 0.05. Σε αντίθετη περίπτωση την απορρίπτουµε και ϑεωρούµε πως η κατανοµή
δεν είναι κανονική. Στο γύρο αυτό, για όλα τα µοντέλα δεν απορρίπτεται η null υπόθεση,
εκτός από το AverageLSTM. ∆εδοµένου πως οι παρατηρήσεις είναι λίγες σε αριθµό, είµα-
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στε αυστηροί µε την κανονικότητα των παρατηρήσεων και δεν εκτελούµε το τεστ πάνω στις
διαφορές τους. ΄Ετσι, τρέχουµε το paired-t-test για όλα τα Ϲευγάρια, εκτός από εκείνα που
περιέχουν το AverageLSTM. Τα αποτελέσµατα έδειξαν πως το p-value < 0.05, σε όλα τα τεστ
που συµµετείχε η κατανοµή του DoubleLSTM. Το ίδιο ισχύει και για το Margin SVM, εκτός
όταν εξετάσθηκε µαζί µε το LSTM. ΄Ετσι, από όλα τα µοντέλα που εξετάσθηκαν µε αυτόν τον
τρόπο, προτιµάµε στατιστικά το DoubleLSTM.

Σχήµα 5.1: ∆ιαγράµµατα Ενεργού Μάθησης πάνω στο Μέσο Accuracy µε Τυπική Απόκλιση
συν τω χρόνω.

Μένει να δούµε µεταξύ του AverageLSTM και του DoubleLSTM, αν διαφέρει κάποιο
στατιστικά για αυτόν τον γύρο. Θα εκτελέσουµε το Wilcoxon signed-rank test, το οποίο είναι
η µη παραµετρική έκδοση του paired-t-test που έχει ωστόσο λιγότερη στατιστική δύναµη.
Θυµίζουµε ότι η null υπόθεση είναι ίδια µε του paired-t-test. Το p-value που προέκυψε
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µεταξύ του AverageLSTM και του DoubleLSTM ήταν 0.53 > 0.05, µε αποτέλεσµα να µην
απορρίπτεται η null υπόθεση ότι οι τιµές τους προέρχονται από την ίδια κατανοµή. Ωστόσο,
το p-value < 0.05 για όλα τα άλλα Ϲευγάρια που περιείχαν το AverageLSTM.

Στον πίνακα 5.3 απεικονίζουµε τις µέσες τιµές και τις τυπικές αποκλίσεις των µοντέλων
στο γύρο 13, ενώ παράλληλα δείχνουµε και την οµαδοποίηση των µοντέλων ως προς την
στατιστική σηµαντικότητά τους. ∆ύο µοντέλα αντιστοιχούν στο ίδιο γράµµα, όταν στατιστικά
είναι το ίδιο αποτελεσµατικά, όπως τα AverageLSTM και DoubleLSTM. Επίσης, σε ένα µο-
ντέλο αντιστοιχίζονται δύο γράµµατα, όταν είναι το ίδιο αποτελεσµατικό, στατιστικά, µε όλα
τα µοντέλα και των δύο γραµµάτων. Για παράδειγµα, ϐλέπουµε πως το LSTM αντιστοιχίζεται
στις οµάδες B και C, επείδη δε διαφέρει στατιστικά από το MarginSVM - οµάδα B - και από
το RandomSVM - οµάδα C, µολονότι τα MarginSVM και RandomSVM διαφέρουν.

Classifier Mean Accuracy Standard Deviation Group

Random SVM 0.828 0.034 A B C D
Margin SVM 0.858 0.026 A B C D

LSTM 0.836 0.057 A B C D
AverageLSTM 0.880 0.041 A B C D
DoubleLSTM 0.880 0.040 A B C D
MeanMaxMLP 0.812 0.044 A B C D

Πίνακας 5.3: Μέσες τιµές Accuracy, Τυπικές Αποκλείσεις για τον Γύρο 13 µε ακρίβεια τρι-
ών µηδενικών και οµαδοποίηση ϐάσει στατιστικής σηµαντικότητας. Η οµάδα Α περιέχει τα
καλύτερα µοντέλα, ενώ η οµάδα D τα χειρότερα.

΄Οπως ϐλέπουµε, µπορούµε να επιλέξουµε κάποιο από τα AverageLSTM και DoubleL-
STM, αφού έχουν ίδιες µέσες τιµές µε ακρίβεια τριών µηδενικών και στατιστικά µπορούµε να
υποθέσουµε πως ανήκουν στην ίδια κατανοµή οι επιµέρους επιδόσεις τους. Συµπεραίνουµε
πως το παραπάνω δυαδικό πρόβληµα ταξινόµησης σε καµία περίπτωση δεν απαιτούσε όλα
τα κείµενα που συλλέχθηκαν στο pool, αφού χρειαστηκάµε τελικά 130 επισηµειώσεις έναντι
των 763. Από την αλλή είδαµε πως η Ενεργός Μάθηση έπαιξε σηµαντικό ϱόλο σε αυτό,
καθώς µείωσε κατά 83% τις ερωτήσεις που έγιναν τελικά στον ερευνητή (Gold Standard).

Σηµειώνουµε, επίσης, πως σηµαντική επίδραση είχε και ο αριθµός των ερωτήσεων που
έκανε το σύστηµα σε κάθε γύρο της Ενεργού Μάθησης. Παρατηρήσαµε πως τα µοντέλα
SVM δεν επηρεαζόντουσαν σε επίδοση ακόµα και µε σχετικά µικρό αριθµό (5) ερωτήσεων
ανά γύρο προκειµένου να ϕθάσουν σύντοµα σε σύγκλιση. Σε αντίθεση, τα τεχνητά νευρω-
νικά δίκτυα χρειαζόντουσαν µεγαλύτερο αριθµό (10). Το γεγονός αυτό πηγάζει από το ότι
τα νευρωνικά δίκτυα, όπως τα αναδροµικά (RNN), χρειάζονται περισσότερα δεδοµένα εκπα-
ίδευσης λόγω των περισσότερων παραµέτρων τους, και αυτός είναι και ο κύριος λόγος που
δεν χρησιµοποιούνται κατά πολύ στην Ενεργό Μάθηση [74]. Ωστόσο, στην περίπτωσή µας,
ϐλέπουµε πως τα µοντέλα Βαθιάς Μάθησης, που χρησιµοποιήσαµε, ξεπερνάνε τα µοντέλα
κλασικής Μηχανικής Μάθησης, τόσο σε αποτελεσµατικότητα όσο και αποδοτικότητα. ΄Οσον
αφορά την αποδοτικότητα, όπως ϐλέπουµε και στο Σχήµα 5.1, τα µοντέλα AverageLSTM
και DoubleLSTM χρειάστηκαν λιγότερες ερωτήσεις/επισηµειώσεις (130), προκειµένου να
ϕθάσουν σε σύγκλιση, σε σχέση µε το MarginSVM. Βλέπουµε πως το τελευταίο χρειάζεται
περισσότερες ερωτήσεις, αφού η γραφική παράστασή του είναι γενικώς αύξουσα. Παρ΄όλα
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αυτά, σηµειώνουµε ότι ακόµα και για περισσότερες ερωτήσεις το MarginSVM δεν ξεπερνά
τις επίδοσεις του γύρου 13 των άλλων δύο µοντέλων.

5.1.3 Ενισχυτική Μάθηση

΄Ετσι, προχωράµε στο δεύτερο στάδιο του focused crawler, δηλαδή της Ενισχυτικής
Μάθησης. Στο ϐήµα αυτό χρησιµοποιούµε το καλύτερο µοντέλο AverageLSTM που εκ-
παιδεύσαµε παραπάνω. Σε αυτό το γενικό πρόβληµα που περιγράψαµε, ϑα χρησιµοποι-
ήσουµε δύο διαφορετικές µεθοδολογίες : (1) Focused Crawler µε τυχαίο πιλοτικό τρέξιµο
(Αλγόριθµος 4.1), και (2) Focused Crawler µε General Representation αναπαράσταση. Ο
baseline focused crawler, ο οποίος ϑυµίζουµε δεν χρησιµοποιεί κανένα µοντέλο Μηχανικής
Μάθησης, λειτουργεί ως baseline για το γενικό προβλήµα αναζήτησης. Θα τον τρέξουµε για
είσοδο 25 seeds. Από την αλλή, ϑα εξετάσουµε την µέθοδό µας µε 3 διαφορετικές εκδοχές :
µε είσοδο 25, 10 και 1 seed(s). Ως reward function, χρησιµοποιούµε στη µέθοδό µας το
εκπαιδευµένο AverageLSTM.

5.1.3.1 Σύγκριση µεθοδολογιών

Βασικός µας σκοπός σε αυτό το πρόβληµα είναι ακόµα και µε είσοδο 1 seed να ξε-
περάσουµε τον baseline. Τρέχουµε και τις δύο µεθοδολογίες µε µέγιστο όριο χρονικών
ϐηµάτων ίσο µε 400. ΄Ετσι, ϕέρνουµε και στις δύο περιπτώσεις 400 κείµενα. Στο baseline
το harvest rate είναι ίσο µε 45%. Από την άλλη, ο Focused Crawler µε General Repre-
sentation αναπαράσταση έχει τα εξής αποτελέσµατα: για 25 seeds έχουµε harvest rate ίσο
µε 90%, για 10 seeds έχουµε harvest rate ίσο µε 87.8% και για 1 seed έχουµε harvest
rate ίσο µε 80.8%. Στον Πίνακα 5.4 παρουσιάζουµε συγκεντρωτικά τα αποτελέσµατα για το
γενικό πρόβληµα αναζήτησης.

Focused Crawler Seeds Harvest Rate Timesteps

Random Crawling 25 45% 400
General Representation 25 90% 400
General Representation 10 87.8% 400
General Representation 1 80.8% 400

Πίνακας 5.4: Αποτελέσµατα των focused crawlers για τον Γενικό Πρόβληµα αναζήτησης

Στο 5.2, παρουσιάζουµε τις γραφικές παραστάσεις των harvest rates των αποτελεσµάτων
όλων των µεθοδολογιών.
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Σχήµα 5.2: ∆ιαγράµµατα των συσσωρευτικών Harvest Rates του Γενικού Προβλήµατος.
Πάνω Αριστερά: Focused Crawler µε General Representation και 1 seed

Πάνω ∆εξιά: Focused Crawler µε General Representation και 10 seeds

Κάτω Αριστερά: Focused Crawler µε General Representation και 25 seeds

Κάτω ∆εξιά: Focused Crawler µε Τυχαίο Πιλοτικό Τρέξιµο και 25 seeds

5.1.3.2 Συµπεράσµατα

Συµπεραίνουµε πως ο Focused Crawler µε General Representation έλυσε αποτελεσµα-
τικά το πρόβληµα, αφού µας έφερε και στις τρεις περιπτώσεις παραπάνω από 320 (στα 400)
σχετικά κείµενα. Βλέπουµε επίσης, πως ακόµα και µε 1 seed καταφέρνει να είναι περίπου
1,8 ϕορές πιο αποτελεσµατικός από τον focused crawler µε τυχαίο πιλοτικό τρέξιµο. Πα-
ϱατηρούµε, πως στην περίπτωση του 1 seed, ο πράκτορας χρειάζεται περισσότερα χρονικά
ϐήµατα (περίπου 150) προκειµένου να µάθει να ψάχνει αποτελεσµατικά. Αντίθετα, οι άλλες
δυο περιπτώσεις χρειάζονται λίγο παραπάνω από 50 χρονικά ϐήµατα, όπου και συµβαίνει
και η αφετηρία της µάθησης. Σηµειώνουµε πως για τα πρώτα 40 χρονικά ϐήµατα ο πράκτο-
ϱας επιλέγει µε τυχαίο τρόπο κείµενα. ∆εδοµένου πως σε κάθε χρονικό ϐήµα µετράµε το
συσσωρευτικό harvest rate, δεν πρέπει να λαµβάνουµε υπόψιν τυχόν µεγάλες τιµές αυτού
για τα αρχικά χρονικά ϐήµατα.

Στο 5.3, ϐλέπουµε ότι και για τρεις διαφορετικές εισόδους ο πράκτορας µαθαίνει αρκετά
αποτελεσµατικά το πρόβληµα, µε το µέσο reward να είναι σχεδόν στο 1.
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Σχήµα 5.3: ∆ιαγράµµατα του µέσου reward µε κυλιόµενο παράθυρο ίσο µε 40 χρονικά ϐήµατα
συναρτήσει των χρονικών ϐηµάτων.
Αριστερά: Focused Crawler µε General Representation και 25 seeds

Μέση: Focused Crawler µε General Representation και 10 seeds

∆εξιά: Focused Crawler µε General Representation και 1 seed

Οι κόκκινες ϐούλες αναπαριστούν τα χρονικά ϐήµατα στα οποία ενηµερώνεται το Target Q-
Network

Στον Πίνακα 5.5 εµφανίζονται οι υπερπαράµετροι που χρησιµοποιήσαµε για τον Focused
Crawler µε General Representation. Ως αρχικό batch size χρησιµοποιούµε το 16. Σηµει-
ώνουµε πως µεταβάλλουµε την τιµή του batch size µε το πέρασµα των χρονικών ϐηµάτων ως
εξής :

batch_size = max
(
batch_size, batch_size · log10 timestep

)
(5.1)

΄Ετσι, όσο αυξάνονται οι εµπειρίες στο Experience Replay, ϑέλουµε να αυξάνεται ελάχιστα
και το µέγεθος του batch, σε κάθε εκπαίδευση του πράκτορα. Με αυτόν τον τρόπο, υπάρχει
αυξηµένη πιθανότητα το µοντέλο να επανεκπαιδεύεται σε κάθε εµπειρία, που περιέχεται στο
Experience Replay.

seeds 25, 10, 1
initial batch size 16
total timesteps 400

γ 0.99
replay start size 40

target update period (TUP) 40
initial epsilon value 0.15

epsilon decay 0.99
min epsilon value 0.08

clipvalue 1
optimizer RMSProp

learning rate 0.0001
number of hidden layers 3

input dimension 403
hidden layer dimensions [202, 101, 51]

hidden layer activation function ReLU
output layer activation function Identity function

Πίνακας 5.5: Υπερπαράµετροι Γενικού Προβλήµατος ∆εύτερου Σταδίου

Ακόµα, για τα Q-Networks χρησιµοποιούµε MLP µε 4 hidden layers. Ως optimizer χρησι-
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µοποιούµε τον RMSProp, µε σταθερό learning rate ίσο µε 0.0001. Επίσης, χρησιµοποιούµε
clipvalue ίσο µε 1, προκειµένου να κόβουµε τιµές των παραγώγων (gradients), των οποίων
η απόλυτη τιµή τους είναι µεγαλύτερη από το 1. Αυτό συστίνεται για όλες τις εφαρµογές
των Deep Q-Learning αλγορίθµων [8]. ΄Οσον αφορά τις πιο τυπικές υπερπαραµέτρους της
Ενισχυτικής Μάθησης, χρησιµοποιούµε αρχικό ε, του ε-greedy, ίσο µε 0.15 το οποίο ϕθίνει
εως την τιµή 0.08 µε ϱυθµό πτώσης 0.99. Ορίζουµε τον παράγοντα έκπτωσης γ ίσο µε 0.99,
δεδοµένου πως έχουµε να αντιµετωπίσουµε ένα πρόβληµα χωρίς επεισόδια. Τέλος, η αφετη-
ϱία της εκπαιδεύσης του πράκτορα συµβαίνει στο 40στο χρονικό ϐήµα, ενώ η ανανέωση του
Target Q-Network συµβαίνει κάθε 40 χρονικά ϐήµατα.

5.2 Ειδικό Πρόβληµα Αναζήτησης

Αφού έχουµε παρουσιάσει πλήρως τα αποτελέσµατα του γενικού προβλήµατος αναζήτη-
σης, στο σηµείο αυτό ϑα δείξουµε την επίδοση του focused crawler σε ένα πιο ειδικό ϑέµα.
Οι εµπειρογνώµονες πεδίου (domain experts) µας όρισαν το πρόβληµα της αναζήτησης εθνο-
ϕαρµακολογικής µελέτης, που σχετίζεται µε συγκεκριµένα γεωγραφικά πλαίσια, οικογένειες
και κατηγορίες ϕυτών.

Πιο συγκεκριµένα, ϑεωρούµε πως το σχετικό ϑέµα µελέτης αφορά εθνοφαρµακολογι-
κή µελέτη στην Ελλάδα, τα Βαλκάνια, την Κύπρο, την Τουρκία, το Ιράν και το Ιράκ.
Οι επιθυµητές οικογένειες ϕυτών περιλάµβαναν αλφαβητικά τις εξής : Alliaceae, Anac-

ardiaceae, Apiaceae, Asparagaceae, Asphodelaceae, Asteraceae, Boraginaceae, Brassi-

caceae, Cactaceae, Capparaceae, Cannabaceae, Caryophyllaceae, Cistaceae, Fabaceae,

Fagaceae, Gentianaceae, Honey, Hypericaceae, Lamiaceae, Liliaceae, Malvaceae, Mastic

Gum, Mastic Resin, Mediterenean Diet, Moraceae, Oleaceae, Paeoniaceae, Pine Resin, Pla-

tanaceae, Royal Jelly, Rosaceae, Salicaceae, Scrophulariaceae, Solanaceae, Urticaceae,

Valerianaceae, Vitaceae . Πρόκειται για σηµαντικές ερευνητικά οικογένειες και κατηγο-
ϱίες ϕυτών ως προς την εθνοφαρµακολογική τους χρήση στον Ελλαδικό και τον ευρύτερο
Βαλκανικό χώρο.

Ωστόσο, προκειµένου να έχουµε µια πιο σφαιρική εικόνα του προβλήµατος αναζήτησης,
οι εµπειρογνώµονες πεδίου µας όρισαν επιµέρους επίπεδα συνάφειας των ϐιβλιογραφικών
αναφορών τα οποία ήταν τα εξής : (1) πολύ σχετικά (Highly Relevant), δηµοσιεύσεις που
αφορούν την εθνοφαρµακολογία στην Ελλάδα, τα Βαλκάνια, την Τουρκία κλπ, και σχετίζο-
νται µε τις επιθυµητές οικογένειες/κατηγορίες ϕυτών, (2) σχετικά (Relevant), δηµοσιεύσεις
που αφορούν την εθνοφαρµακολογία στην Ελλάδα, τα Βαλκάνια και την Τουρκία, αλλά δεν
σχετίζονται µε τις επιθυµητές οικογένειες ϕυτών, (3) µερικώς σχετικά (Partially Relevant),
δηµοσιεύσεις που αφορούν την εθνοφαρµακολογία γενικά, και (4) µη σχετικά (Irrelevant),
δηµοσιεύσεις που δεν αφορούν καθόλου την εθνοφαρµακολογία. Πρακτικά, από τη µεριά
του focused crawling, ϑεωρήσαµε τα επίπεδα (1), (2) ως σχετικά (relevant) και τα (3), (4) ως
µη σχετικά (irrelevant).
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5.2.1 Προετοιµασία Πειράµατος

Αφού πλεόν ορίσαµε τα ϑέµατα της αναζήτησης, οι εµπειρογνώµονες εθνοφαρµακολο-
γίας διαλέγουν 25 URLs δηµοσιεύσεων, που ϑεωρούν πως ανήκουν στην Highly Relevant
κατηγορία συνάφειας. Η διαδικασία αυτή, ωστόσο, πραγµατοποιείται µε τρόπο, ώστε ο κάθε
εµπειρογνώµονας να µας δώσει περίπου τον ίδιο αριθµό δηµοσιεύσεων, χωρίς να γνωρίζει
τα κείµενα που µας έδωσε ο άλλος. Σηµειώνουµε πως τα URLs αυτά συµπίπτουν µε το
προηγούµενο γενικό πρόβληµα αναζήτησης.

Στη συνέχεια, πρέπει να ελέγξουµε και πάλι την συµφωνία των επισηµειωτών (Interan-
notator Agreement) στο νέο πρόβληµα, προκείµενου να µελετήσουµε την αξιοπιστία των
επισηµειώσεων που ϑα λαµβάνει το σύστηµα στο πρώτο στάδιο της Ενεργού Μάθησης. ∆ια-
λέγοντας όλα τα seeds URLs και τυχαία δείγµατα από το σύνολο δεδοµένων µας, ϱωτάµε
τους επισηµειωτές και πάλι για 50 συνολικά URLs και µελετάµε ξανά τις τρεις µετρικές : το
Raw Agreement, το Cohen’s kappa και το Krippendorff’s alpha. Στους πίνακες 5.6 και 5.9
παρουσιάζονται τα αναλυτικά αποτελέσµατα των επισηµειώσεων αλλά και των τιµών των µε-
τρικών, που προέκυψαν αντίστοιχα. Στο πρόβληµα αυτό, και για τις τρεις µετρικές ϐλέπουµε
πως έχουµε σχεδόν ικανοποιητική συµφωνία δεδοµένου πως το Cohen’s kappa ϑεωρείται ου-
σιώδες (substantial) για τιµές µεγαλύτερες από 0.6 και το Krippendorff’s alpha άριστο για
τιµές µεγαλύτερες από 0.8. ΄Ετσι, µπορούµε να συνεχίσουµε µε τις επισηµειώσεις από τους
ειδικούς.

Raw Agreement 0.82
Cohen’s Kappa 0.71

Krippendorff’s alpha 0.92

Πίνακας 5.6: Μετρικές Interannotator Agreement Ειδικού Προβλήµατος

Annotator 2

HR R PR IR

HR 19 1 0 0

Annotator 1 R 4 0 0 2

PR 0 0 3 0

IR 0 0 2 19

Πίνακας 5.7: Confusion Matrix Επισηµειώσεων Ειδικού Προβλήµατος

Εκτελούµε παρόµοια διαδικασία µε το γενικό πρόβληµα ακολουθώντας τα εξής ϐήµατα:
Παίρνουµε τα 427 λινκς που εξήχθησαν απο τα seeds URLs. Από αυτά είναι 154 σχετικά,
253 µερικώς και 20 µη σχετικά. ∆ιεξάγουµε δυο τυχαία πιλοτικά τρεξίµατα (Αλγόριθµος
4.1). Στο πρώτο ϕέρνουµε: 35 σχετικά, 150 µερικώς και 215 µη σχετικά. Στο δεύτερο : 32
σχετικά, 161 µερικώς και 207 µη σχετικά. Αφαιρώντας τα διπλότυπα (duplicates) ϕθάνουµε
σε συνολικό σύνολο δεδοµένων (χωρις να µετράµε τα 25 seeds URLs): 202 σχετικά, 474
µερικώς σχετικά και 336 µη σχετικά. Σηµειώνουµε πως εφόσον ϑεωρήσαµε δύο κατηγορίες
µε σχετικές κλάσεις, τα παραπάνω 202 σχετικά κείµενα που ϕέραµε είναι είτε πολύ σχετικά
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ή απλώς σχετικά µε το ϑέµα αναζήτησης. ΄Ετσι, ουσιαστικά έχουµε ϑέσει σαν πρώτη προ-
τεραιότητα της αναζήτησης την εύρεση κειµένων µε ϐάση τα προαναφερθέντα γεωγραφικά
πλαίσια και σαν δεύτερη προτεραιότητα τις οικογένειες και κατηγορίες ϕυτών.

Αφού έχουµε ολοκληρώσει την προεργασία του focused crawling, είµαστε έτοιµοι να ο-
ϱίσουµε τις διαφορετικές µεθοδολογίες που ϑα µελετήσουµε. Αρχικά ϑα δοκιµάσουµε έναν
Focused Crawler µε Only NLP Representation, ο οποίος ϑα λειτουργήσει ως baseline µεθο-
δολογία. Στη συνέχεια, δεδοµένου πως το πρόβληµά µας έχει εξ ορισµού λέξεις-κλειδιά, ϑα
εξετάσουµε την περίπτωση του DetFC πάνω στο ϑέµα αναζήτησής µας. Τέλος, ϑα εξετάσουµε
την περίπτωση του Focused Crawler µε Keyword Representation. ΄Ολες οι µεθοδολογίες ϑα
εξεταστούν µε είσοδο 25 seeds URLs, ενώ οι δύο µε τις καλύτερες επιδόσεις ϑα µελετηθούν
και µε 10 και 1 seeds URLs για είσοδο αντίστοιχα.

5.2.2 Ενεργός Μάθηση

Ξεκινάµε µε το πρώτο στάδιο του focused crawler. ΄Εχουµε να αντιµετωπίσουµε ένα
πρόβληµα ταξινόµησης µε τρεις κλάσεις µέσω Ενεργού Μάθησης. Θα χρησιµοποιήσουµε τα
µοντέλα που είδαµε και στο γενικό πρόβληµα.

Ωστόσο, δεδοµένου πως µας ενδιαφέρουν σε µεγάλο ϐαθµό οι λέξεις που αντιπροσωπε-
ύουν οι χώρες, για την ταξινόµηση, αντικαθιστούµε σε όλα τα κείµενα όλες τις λέξεις χωρών
που δεν περιέχονται στους γεωγραφικούς περιορισµούς του προβλήµατος µε την λέξη ¨Togo¨.
Αντίθετα, αντικαθιστούµε όλες τις λέξεις χωρών που περιέχονται στα επιθυµητά γεωγραφικά
πλαίσια µε την λέξη ¨Greece¨. Αυτή η αντικατάσταση προϋποθέτει πλήρη γνώση της λίστας
των λέξεων που υποδεικνύουν σχετικότητα (ϐάσει χώρας). ΄Αρα, αξιοποιούµε εξωτερική γνώση
στην προεπεξεργασία του πειράµατος. Αυτό το κάνουµε γιατί αν και οι λέξεις των χωρών πα-
ίζουν µεγαλή σηµασία στο παραπάνω πρόβληµα ταξινόµησης, οι χώρες που ανήκουν - ή δεν
ανήκουν - στα συγκεκριµένα γεωγραφικά πλαίσια δεν διαφέρουν µεταξύ τους όσον αφορά
την ταξινόµηση αυτή. Το ίδιο ακριβώς κάνουµε και µε τις εθνικότητες, µόνο όσον αφορά τις
επιθυµητές χώρες, αντικαθιστώντας µε την λέξη ¨Greek¨. Η χρήση της λέξης ¨Togo¨ προήλθε
από το γεγονός πως το αντίστοιχο word embedding της έχει αρκετά µικρό cosine similarity
µε εκείνο της λέξης ¨Greece¨.

Στο σηµείο αυτό, ϑα δοκιµάσουµε να λύσουµε το πρόβληµα ταξινόµησης µε Ενεργό
Μάθηση, έχοντας µέγιστο όριο (budget) ερωτήσεων και πάλι τις 250 επισηµειώσεις. Θα
ακολουθήσουµε δύο µεθοδολογίες. Αρχικά, ϑα εξετάσουµε την περίπτωση η ταξινόµηση να
περιέχει 3 διαφορετικές κλάσεις : (α) σχετικά κείµενα, (ϐ) µερικώς σχετικά κείµενα και (γ)
µη σχετικά κείµενα. Η (α) περιλαµβάνει τα Highly Relevant και τα Relevant που αναφέραµε
παραπάνω. Στην άλλη περίπτωση, ϑα µελετήσουµε το πρόβληµα σαν δυαδική ταξινόµηση,
µε κλάσεις : (α) σχετικά κείµενα και (ϐ) µη σχετικά. Τα τελευταία περιλαµβάνουν και τα
µερικώς σχετικά κείµενα.

Και στις δύο αυτές µεθοδολογίες ακολουθούµε την ίδια λογική µε το γενικό πρόβληµα
αναζήτησης. Εκτελούµε k-fold-cross-validation ώστε να δηµιουργήσουµε κ τριάδες συνόλων
δεδοµένων. Θέλουµε το αρχικό σύνολο εκπαίδευσης να περιέχει 50 δεδοµένα σε σύνολο,
από τα οποία τα µισά να είναι σχετικά. Ωστόσο, λόγω περιορισµένου αριθµού διαθέσιµων
Σχετικών κειµένων χρησιµοποιούµε k = 4.
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Αξίζει να τονίσουµε πως έχουµε ανισορροπία του αρχικού συνόλου δεδοµένων, µε τα
σχετικά κείµενα να εµφανίζονται σε ποσοστό περίπου 20%. ΄Ετσι, για όλα τα µοντέλα ϑα
χρησιµοποιήσουµε ϑετικά ϐάρη για κάθε κλάση, στις αντίστοιχες συναρτήσεις κόστους, µε
ϐάση τις αναλογίες κάθε χρονικής στιγµής στο τρέχον σύνολο εκπαίδευσης. Πιο αναλυτικά,
ϑα χρησιµοποιήσουµε την τετραγωνική ϱίζα του πηλίκου του µεγέθους του συνόλου εκπα-
ίδευσης µε το πλήθος των δεδοµένων της αντίστοιχης κλάσης. Για παράδειγµα, η κλάση
των σχετικών κειµένων, ϑα χρησιµοποιεί για τον κ-στο γύρο της Ενεργού Μάθησης το ϑετικό

ϐάρος : w =
√

Number of training data in kth AL round
Number of relevant training data in kth AL round . Με τον ίδιο τρόπο υπολογίζονται και

τα ϐάρη των υπόλοιπων κλάσεων.

Επιπλέον, λαµβάνοντας υπόψιν αυτήν την ανισορροπία του συνόλου εκπαίδευσης, για
όλα τα µοντέλα ϑα εξετάσουµε τις µετρικές Precision, Recall και F1-score για την κλάση
των σχετικών κειµένων. Αυτό γιατί στην πραγµατικότητα µόνο αυτή µας ενδιαφέρει ως προς
την αποτελεσµατικότητα (effectiveness) της Ενεργού Μάθησης. ∆εδοµένου πως το πρώτο
στάδιο σχεδιάζουµε να το χρησιµοποιήσουµε ως reward function, είναι αναγκαίο τόσο το
precision όσο και το recall να είναι όσο καλύτερα µπορούµε. Θεωρούµε πως το precision
πρέπει να είναι κατά ελάχιστο 90%, ώστε η πιθανότητα των False Positives στην πρόβλεψη
σχετικών κειµένων να είναι περίπου 1 στα 10 κείµενα. Ακόµα ϑέλουµε το recall να είναι
πάνω από 50%, ώστε από 10 σχετικά κείµενα να µπορούµε να αναγνωρίσουµε τουλάχιστον
τα 5. Υπογραµµίζουµε πως το precision σε αυτό το πρόβληµα ϑέλουµε να είναι αρκετά
υψηλό, καθώς σε αντίθετη περίπτωση ο πράκτορας της Ενισχυτικής Μάθησης ϑα µαθαίνει
να επισκέφτεται ιστοσελίδες που ϑεωρεί πως είναι σχετικές, ενώ στην πραγµατικότητα δεν
είναι. Με άλλα λόγια, εάν κρατήσουµε ένα µοντέλο µε πιο χαµηλό precision, τότε ο focused
crawler ϑα λαµβάνει ως σχετικά πολύ περισσότερα κείµενα από ότι πρέπει και, άρα, ϑα
καταλήξουµε τελικά σε ένα πλασµατικά µεγάλο harvest rate.

5.2.2.1 Ταξινόµηση µε 3 κλάσεις

Στην περίπτωση που έχουµε 3 κλάσεις, ϑέλουµε το αρχικό σύνολο εκπαίδευσης να περι-
έχει 12 µερικώς σχετικά κειµένα και 13 µη σχετικά. Το test set περιέχει 100 κείµενα από τα
οποία είναι 50 σχετικά, 25 µερικώς σχετικά και 25 µη σχετικά. Τα υπόλοιπα κείµενα, σε κάθε
fold, ανήκουν στο αρχικό pool. Σε αυτήν την περίπτωση, εξετάζουµε τα καλύτερα µοντέλα
του γενικού προβλήµατος, δηλαδή τα AverageLSTM και DoubleLSTM. Σηµειώνουµε πως η
χρήση του Margin SVM εδώ αναµένουµε να µην έχει καθολού ενθαρρυντικά αποτελέσµατα,
δεδοµένου πως στα περισσότερα σχετικά κείµενα περιµένουµε η ύπαρξη συνδυασµών των
λέξεων κλειδιών να είναι σηµαντική. Αυτή η πληροφορία όµως χάνεται µε την χρήση του
Mean Pooling - Max Pooling.

Τα αποτελέσµατα από την εκπαίδευση των µοντέλων αυτών µε cross validation ϕαίνονται
στα Σχήµατα 5.4 και 5.5. ΄Οπως ϐλέπουµε κανένα από τα δύο µοντέλα δεν καταφέρνει να
δώσει ενθαρρυντικά αποτελέσµατα κυρίως ως προς το recall. Ακόµα, παρατηρούµε, από
την γραφική παράσταση του recall και του F1-score, πως κανένα µοντέλο δεν συγκλίνει
(ταλαντώνεται) ακόµα και όταν έχουν εξαντλήσει όλες τις διαθέσιµες ερωτήσεις προς τον
Oracle. Ετσι ϑα δοκιµάσουµε την ταξινόµηση µε χρήση 2 κλάσεων.
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Σχήµα 5.4: ∆ιαγράµµατα AverageLSTM πάνω στο µέσο F1-score (αριστερά), στο µέσο Precision
(µέση) και στο µέσο Recall (δεξιά) µε Τυπική Απόκλιση για την σχετική κλάση, συν τω χρόνω.

Σχήµα 5.5: ∆ιαγράµµατα DoubleLSTM πάνω στο µέσο F1-score (αριστερά), στο µέσο Precision
(µέση) και στο µέσο Recall (δεξιά) µε Τυπική Απόκλιση για την σχετική κλάση, συν τω χρόνω.

Παρ΄ όλα αυτά, αξίζει να υπολογίσουµε τα εκτιµώµενα precision, recall και F1-Score στην
περίπτωση ενός τυχαίου (stratified dummy) ταξινοµητή που προβλέπει ϐάσει την a priori
πιθανότητα κάθε κλάσης. Οι a priori πιθανότητες, που προκύπτουν από το pool, είναι :
περίπου 20% για την κλάση των σχετικών (R), περίπου 47% για την κλάση των µερικώς
σχετικών (PR), και περίπου 33% για την κλάση των µη σχετικών (IR). Κατασκευάζουµε, έτσι,
τον confusion matrix, Πίνακας 5.8, µε τα αποτελέσµατα που ϑα παίρναµε, εάν δοκιµάζαµε
τον stratified dummy ταξινοµήτη πάνω στο pool.

Actual Values

R PR IR

R 41 94 67

Predicted Values PR 94 222 158

IR 67 158 111

Πίνακας 5.8: Confusion Matrix πάνω στο pool για 3 κλάσεις

Από τα αποτελέσµατα αυτά, για την κλάση των σχετικών κειµένων (R), έχουµε:
precision=recall=F1-Score'20%. ΄Ετσι, ϐλέπουµε πως οι παραπάνω µέθοδοι Ενεργού
Μάθησης, αν και δεν έφτασαν τα επιθυµητά επίπεδα που είχαµε ορίσει, ξεπερνούν κατά
πολύ τον τυχαίο (stratified dummy) ταξινοµητή από τους πρώτους 10 γύρους.

5.2.2.2 Ταξινόµηση µε 2 κλάσεις

Στην περίπτωση µε 2 κλάσεις, διατηρούµε τις αναλογίες στα σύνολα δεδοµένων που
έχουµε και παραπάνω, µε την διαφορά πως τα µερικώς σχετικά και τα µη σχετικά κείµενα
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ανήκουν πλέον στην ίδια κλάση. Εδώ δοκιµάζουµε και τον Margin SVM. Στα Σχήµατα 5.6,
5.7, 5.8, απεικονίζουµε τις επιδόσεις των µοντέλων στις τρεις µετρικές.

Σχήµα 5.6: ∆ιαγράµµατα Margin SVM πάνω στο µέσο F1-score (αριστερά), στο µέσο Precision
(µέση) και στο µέσο Recall (δεξιά) µε Τυπική Απόκλιση για την σχετική κλάση

Σχήµα 5.7: ∆ιαγράµµατα AverageLSTM πάνω στο µέσο F1-score (αριστερά), στο µέσο Precision
(µέση) και στο µέσο Recall (δεξιά) µε Τυπική Απόκλιση, συν τω χρόνω, για την σχετική κλάση.

Σχήµα 5.8: ∆ιαγράµµατα DoubleLSTM πάνω στο µέσο F1-score (αριστερά), στο µέσο Precision
(µέση) και στο µέσο Recall (δεξιά) µε Τυπική Απόκλιση, συν τω χρόνω, για την σχετική κλάση.

Λαµβάνουµε ότι το Margin SVM δεν αποδίδει καθόλου, καθώς το µέσο recall είναι σε
όλους τους γύρους κάτω από 40%. ΄Οσον αφορά το AverageLSTM ϐλέπουµε πως τις καλύτε-
ϱες επιδόσεις τις έχει στον 22ο γύρο. Από την άλλη το DoubleLSTM τις έχει στον 24ο γύρο.
΄Ετσι, ϐλέπουµε πως από απόψη χρήσης λιγότερων κειµένων το AverageLSTM χρησιµοποίη-
σει 20 κείµενα λιγότερα από το DoubleLSTM. Στον Πίνακα 5.9 απεικονίζουµε αναλυτικά τις
τιµές τους για τους γύρους αυτούς.

Classifier Best AL Batch Mean F1-score Mean Precision Mean Recall

AverageLSTM 22 0.769 0.940 0.660

DoubleLSTM 24 0.736 0.950 0.630

Πίνακας 5.9: Αποτελέσµατα Ενεργού Μάθησης στο Ειδικό Πρόβληµα µε 2 κλάσεις (ακρίβεια
τρίων µηδενικών)
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Συγκρίνοντας αυτά τα αποτελέσµατα, παρατηρούµε πως το AverageLSTM είναι καλύτερο
σε όλα εκτός από το precision. Παρ΄ όλα αυτά, η διαφορά τους είναι ελάχιστη της τάξης
του 1%. Σηµειώνουµε πως επείδη δεν έχουµε πολλές παρατηρήσεις λόγω του 4-fold-cross-
validation δεν προτείνεται να κάνουµε τα στατιστικά τεστς που είδαµε στο γενικό πρόβληµα.

Ωστόσο, αν και τα αποτελέσµατα ϕαίνονται αρκετά ενθαρρυντικά, δεδοµένου του εξειδι-
κευµένου ορισµού των σχετικών κείµενων στο πρόβληµα, µελετάµε την επίδοση του καλύτε-
ϱου AverageLSTM πάνω στο αρχικό σύνολο δεδοµένων επαυξηµένου µε τα πιο αντιπροσω-
πευτικά seeds. Τα τελευταία, αυθαίρετα, ϑεωρήσαµε πως είναι εκείνα, των οποίων οι τίτλοι
ή/και η περίληψη περιείχαν τουλάχιστον µία λέξη-κλειδί. Τα αποτελέσµατα που πήραµε
ήταν τα εξής : Precision = 0.46,Recall = 0.70 και F1-score = 0.56 για την κλάση των σχε-
τικών κειµένων. Η αποτυχία αυτή οφείλεται επίσης στο γεγονός πως είχαµε αρκετά λίγα
κείµενα για ένα δύσκολο πρόβληµα ταξινόµησης. Βλέποντας πως το precision είναι αρκετά
χαµηλότερο από 90%, δεν ϑα χρησιµοποιήσουµε τελικά κανένα από αυτά τα µοντέλα σαν
reward function του δεύτερου σταδίου της Ενισχυτικής Μάθησης.

5.2.3 Καθορισµός του Relevance Calculator

Θυµίζουµε ότι αρχική µας ιδέα ήταν να χρησιµοποιούσαµε ένα µοντέλο εκπαιδευµένο
µε Ενεργό Μάθηση ως AL Relevance Calculator (ϐλ. Σχήµα 4.1). Αντ΄ αυτού, ως Relevance
Calculator χρησιµοποιούµε εκείνον του DetFC, έχοντας ως προτεραιότητες τις εξής : P1 = 10,
εάν ένα κείµενο περιέχει τουλάχιστον µία από τις λέξεις-κλειδιά των χωρών και εθνικοτήτων,
P2 = 5, εάν ένα κείµενο περιέχει τουλάχιστον µία από τις λέξεις-κλειδιά των οικογενειών
και κατηγοριών ϕυτών ή τουλάχιστον µία από τις λέξεις-κλειδιά ορισµένων γενικών όρων του
προβλήµατος αναζήτησης. Τις τελευταίες τις αποκτήσαµε ϱωτώντας τους ειδικούς για το τι
λέξεις-κλειδιά ϑα έδιναν σε µια µηχανή αναζήτησης. Αυτές οι λέξεις-κλειδιά είναι οι εξής :
Ethnopharmacology, Ethnobotany, herb, medical plant.

Επιπλέον, ϑεωρώντας πως διαθέτουµε µία εξωτερική πηγή που παίρνει ως είσοδο µία
λέξη - ουσιαστικό - και εξάγει αυτόµατα τα άµεσα επίθετα παράγωγά της, προσθέτουµε και
τις λέξεις-κλειδιά : ethnopharmacological, ethnobotanical και herbal. Στην περίπτωσή µας,
πήραµε ως εξωτερική πηγή, για την εξαγωγή των επιθέτων, το WordWeb Online [75]. ΄Οσον
αφορά τις λέξεις-κλειδιά των οικογενειών και κατηγοριών ϕυτών, τις επεκτείνουµε κι άλλο
µε τις λέξεις που αντιστοιχούν στα διάφορα είδη των κατηγοριών αυτών, χρησιµοποιώντας τις
πληροφορίες που παρέχει η ιστοσελίδα Flora of Greece [76]. Σηµειώνουµε πως τον σύνδεσµο
αυτής µας τον σύστησαν οι εµπειρογνώµονες πεδίου.

Τέλος, όσον αφορά τις λέξεις-κλειδιά των χωρών, είχαµε λάβει ως είσοδο τις λέξεις Greece,

Balkan Countries, Turkey, Iran, Iraq, Cyprus και από την µεριά µας προσθέσαµε τις λέξεις-
κλειδιά Greek, Serbia, Serbian, Romania, Romanian, Croatia, Croatian, Bosnia and Herze-

govina, Bosnian, Slovenia, Slovenian, Macedonia, Macedonian, Albania, Albanian, Turkish,

Cypriot, Iraqi, Iranian, Kosovo αντλώντας αυτόµατα πληροφορίες από το English Club [77]
και το Wikitravel [78]. Κατά αυτόν τον τρόπο, ϑεωρούµε ότι έχουµε αρκετές λέξεις-κλειδιά,
ώστε να περιγράψουµε ντετερµινιστικά εάν ένα κείµενο είναι σχετικό µε το ϑέµα αναζήτησης.
Από εδώ και στο εξής ϑα αναφερόµαστε σε αυτόν τον Relevance Calculator ως Ethnophar-
macological Relevance Calculator ή ERC.
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Το µόνο που µένει είναι να τεστάρουµε την επίδοση του ERC. Για αυτόν τον λόγο,
τον δοκιµάζουµε πάνω στο αρχικό σύνολο των 1012 δεδοµένων και στα αντιπροσωπευτι-
κά seeds, όπως και προηγουµένως µε την Ενεργό Μάθηση. Τα αποτελέσµατα αυτού είναι :
Precision = 0.95,Recall = 0.61 και F1-score = 0.75. Βλέπουµε πως έχουµε precision
και recall αρκετά υψηλότερα από τα ελάχιστα όρια που είχαµε ϑέσει, δηλαδή 90% και 50%
αντίστοιχα.

Τονίζουµε πως αν χρησιµοποιήσουµε τον ERC για reward function, τότε στο τέλος του
τρεξίµατος του focused crawler, το harvest rate αναµένουµε να είναι µια ελάχιστη εκτίµηση
της πραγµατικής του τιµής. Αυτό γιατί, όπως είδαµε έχουµε πολύ υψηλό precision και
µέτριο recall. ΄Ετσι, προτειµούµε να έχουµε έναν λιγότερο αισιόδοξο εκτιµητή της συνάφειας
παρά έναν πολύ αισιόδοξο. Συγκεντρωτικά, τα αποτελέσµατα µας τα αναπαριστούµε στον
Πίνακα 5.10.

Relevance Calculator Mean F1-score Mean Precision Mean Recall

AverageLSTM with AL 0.56 0.46 0.70

ERC 0.75 0.95 0.61

Πίνακας 5.10: Σύγκριση Καλύτερου Μοντέλου Ενεργού Μάθησης µε τον ERC πάνω σε όλο το
σύνολο δεδοµένων

5.2.4 Ενισχυτική Μάθηση

5.2.4.1 Focused Crawler µε Only NLP Representation - Baseline

Τρέχοντας τον baseline για είσοδο 25 seeds ϕέρνουµε 400 κείµενα στην έξοδο. Με αλλά
λόγια χρησιµοποιούµε 400 χρονικά ϐήµατα. Χρησιµοποιούµε τον πράκτορα DQN, έχοντας
σαν Q-Network ένα MLP. ∆εδοµένου πως κάθε word embedding είναι ένα διάνυσµα 200
διαστάσεων, τόσο το state όσο και το action χρειάζονται 400 διαστάσεις. Ο αριθµός αυτός
προέκυψε γιατί χρησιµοποιήσαµε για την αναπαράσταση mean-max pooling. ΄Αρα κάθε x

είσοδος του MLP είναι ένα διάνυσµα 800 διαστάσεων. Από τα 400 κείµενα που ϕέραµε ο
ERC έδειξε πως µόνο 120 από αυτά ήταν σχετικά, δηλαδή το harvest rate ήταν 30%.

΄Οσον αφορά το DQN χρησιµοποιούµε περίοδο ανανέωσης του νευρωνικού στόχου ίση
µε 40 χρονικά ϐήµατα. Παράλληλα ξεκινάµε την εκπαίδευση του Q-Network µετά από τα
πρώτα 40 χρονικά ϐήµατα. Σηµειώνουµε πως ο αριθµός των συνολικών χρονικών ϐηµάτων
(400) που ϑέσαµε για το τρέξιµο του baseline είναι σχετικά µικρός σε σχέση µε τις υπόλοιπες
µεθοδολογίες που ϑα δούµε. Από την άλλη, όσο αυξάνει ο αριθµός αυτός, περιµένουµε να
ϕθίνει η επίδοση. Με άλλα λόγια, ϑεωρούµε πως µε την µεθοδολογία αυτή το harvest rate
δεν ϑα αυξάνει σηµαντικά µετά τα 150 πρώτα χρονικά ϐήµατα, κάτι το οποίο παρατηρούµε
και στο Σχήµα 5.9.
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Σχήµα 5.9: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Only
NLP Representation

Επίσης, στο Σχήµα 5.10 ϐλέπουµε την γραφική παράσταση των rewards που δέχεται ο
πράκτορας, καθόλη την διάρκεια του focused crawling, µε κυλιόµενο παράθυρο ίσο µε την
περίοδο ανανέωσης του νευρωνικού στόχου (Target Q-Network). Στο σχήµα αυτό, ϐλέπουµε
πως ο πράκτορας στην αρχή ϕαίνεται να ϕέρνει αρκετά σχετικά κείµενα. Ωστόσο, ϑεωρούµε
πως κάτι τέτοιο συµβαίνει, λαµβάνοντας υπόψιν πως τα διαθέσιµά URLs του στο µέτωπο
αναζήτησης προέρχονται σε µεγάλο ϐαθµό από τα seeds, µε αποτέλεσµα αυτά πιθανόν να
είναι όντως σχετικά. Από την άλλη, όσο αυξάνονται τα χρονικά ϐήµατα ϐλέπουµε να έχουµε
περίπου σταθερό ϱυθµό εύρεσης σχετικών κειµένων, της τάξης του 1 σχετικού στα 5 κείµενα.
Αυτό πιστεύουµε ότι γίνεται, διότι ο πράκτορας δυσκολεύται να αντιληφθεί εάν ένα κείµενο
είναι σχετικό (Highly Relevant / Relevant) ή µερικώς σχετικό (Partially Relevant). ΄Ετσι,
είναι αναγκαίο να χρησιµοποιήσουµε άλλες αναπαραστάσεις του x, ώστε να κατευθύνουµε
άµεσα τον πράκτορα προκειµένου αυτός να ϕθάσει στην ϐέλτιστη στρατηγική, και άρα να
κατανοεί καλύτερα το τι πρέπει να ψάχνει.

Σχήµα 5.10: Το διάγραµµα του Focused Crawler µε Only NLP Representation µε κυλιόµενο
παράθυρο ίσο µε 40 χρονικά ϐήµατα. Οι κόκκινες ϐούλες συµβολίζουν τα χρονικά ϐήµατα
στα οποία έγινε ενηµέρωση των ϐαρών του νευρωνικού στόχου (Target Q-Network).
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5.2.4.2 Focused Crawler µε Τυχαίο Πιλοτικό Τρέξιµο

Αξίζει να δείξουµε πως η baseline µέθοδος έχει σηµαντικές διαφορές σε σχέση µε έναν
πολύ απλό focused crawler χωρίς µάθηση. Για τον σκοπό αυτό, εξετάζουµε τα αντίστοιχα
αποτελέσµατα ενός focused crawler µε τυχαίο πιλοτικό τρεξίµο, χρησιµοποιώντας και πάλι
τον ERC για reward function.

Στο Σχήµα 5.11, ϐλέπουµε το harvest rate µε τυχαίο πιλοτικό τρέξιµο. Στα 400 χρονικά
ϐήµατα ϐλέπουµε πως το harvest rate είναι µόλις 7%. ΄Αρα ο baseline έχει κατά 23%
καλύτερη απόδοση από τον focused crawler µε τυχαίο πιλοτικό τρέξιµο.

Σχήµα 5.11: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Τυχαίο
Πιλοτικό Τρέξιµο

5.2.4.3 Ντετερµινιστικός Greedy Focused Crawler: DetFC

Προχωράµε µε την περίπτωση του ντετερµινιστικού focused crawler DetFC. ΄Οπως και
προηγούµενως, και εδώ χρησιµοποιούµε τις ίδιες προτεραιότητες των κατηγοριών των λέξεων-
κλειδιών. Θυµίζουµε ότι έχουµε P1 = 10, εάν ένα κείµενο περιέχει τουλάχιστον µία από τις
λέξεις-κλειδιά των χωρών και εθνικοτήτων, P2 = 5, εάν ένα κείµενο περιέχει τουλάχιστον
µία από τις λέξεις-κλειδιά των οικογενειών και κατηγοριών ϕυτών ή τουλάχιστον µία από τις
λέξεις-κλειδιά ορισµένων γενικών όρων εθνοφαρµακολογίας. Οι λέξεις-κλειδιά για όλες τις
προτεραιότητες είναι οι ίδιες που ορίστηκαν παραπάνω.

Τρέχουµε τον DetFC µε µέγιστο όριο τα 700 χρονικά ϐήµατα και το τελικό harvest
rate είναι 40.14%. Αυτό σηµαίνει ότι από τα 700 κείµενα που έφερε τα 336 ήταν σχετικά.
Συγκρίνοντάς τον µε τον baseline, παρατηρούµε πως το harvest rate στα 400 χρονικά ϐήµατα
ήταν 64.83% ϕέρνοντας 321 σχετικά κείµενα. ΄Ετσι, ο DetFC ϐελτιώνει τον baseline κατά
2,161 ϕορές.

Σηµειώνουµε πως δεν έχει νόηµα να τρέξουµε τον DetFC για λιγότερα αρχικά seeds,
λόγω της µειωµένης δυνατότητάς του να αναγνωρίσει hubs ιστοσελίδες. Λαµβάνουµε υπόψιν
πως ο DetFC αναγνωρίζει σχετικούς τίτλους που περιέχουν τους κατάλληλους συνδυασµούς
από λέξεις-κλειδιά. ΄Αρα, µε λιγότερα seeds ο DetFC ϑα έχει και λιγότερους διαθέσιµους
σχετικούς τίτλους να επισκεφτεί, ϑεωρώντας πως ενδεχοµένως να µην ανακαλύψει ποτέ τα
URLs των υπολοίπων seeds. Στο Σχήµα 5.12, αναπαριστούµε το διάγραµµα του harvest
rate για τον DetFC.
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Σχήµα 5.12: Το διάγραµµα του συσσωρευτικού Harvest Rate του DetFC

5.2.4.4 Focused Crawler µε Keyword Representation

Στο σηµείο, αυτό ϑα µελετήσουµε την περίπτωση του Focused Crawler µε Keyword
Representation. Χρησιµοποιούµε και πάλι τον ERC ως reward function. Παρ΄ όλα αυ-
τά χρειάζοµαστε το πρώτο στάδιο του focused crawler, δηλαδή της Ενεργού Μάθησης, για
το χαρακτηριστικό της Πιθανότητας Συνάφειας Τίτλου. ∆εδοµένης της µη ενθαρρυντικής
επίδοσης της Ενεργού Μάθησης στο ειδικό πρόβληµα, χρησιµοποιούµε Ενεργό Μάθηση
πάνω στο γενικό ϑέµα αναζήτησης, δηλαδή, εδώ, της Εθνοφαρµακολογίας. Ωστόσο, λαµ-
ϐάνοντας υπόψιν ότι αυτό το πρόβληµα το έχουµε ήδη λύσει στο γενικό ϑέµα αναζήτησης
της προηγούµενης ενότητας, ϑα µεταφέρουµε την µάθηση (transfer learning) του καλύτερου
µας µοντέλο AverageLSTM.

Και σε αυτήν την περίπτωση, ϑέτουµε το µέγιστο όριο χρονικών ϐηµάτων ίσο µε 700.
Πειραµατιζόµαστε µε δύο πράκτορες - DQN και DDQN - όπου και οι δύο έχουν ίδια αρχικο-
ποίηση στα νευρωνικά τους δίκτυα. ΄Οπως αναφέραµε και στην αρχή τρέχουµε για είσοδο:
25, 10 και 1 seed(s). Βασικός µας σκόπος είναι να δείξουµε πως οι πράκτορες µας µε αυτήν
την µεθοδολογία ξεπερνάνε τον DetFC ακόµα και µε 1 seed για είσοδο. Σηµειώνουµε πως
και για τα δύο µοντέλα χρησιµοποιούµε τις ίδιες υπερπαραµέτρους, ώστε να µελετησούµε
πραγµατικά αν κάποιο είναι συστηµατικά πιο αποδοτικό από το άλλο.

Τα αποτελέσµατα του harvest rate για το DQN όλων των περιπτώσεων seeds τα αναπαρι-
στούµε στα Σχήµατα 5.13, 5.14 και 5.15.
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Σχήµα 5.13: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Key-
word Representation µε DQN και 25 seeds

Σχήµα 5.14: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Key-
word Representation µε DQN και 10 seeds

Σχήµα 5.15: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Key-
word Representation µε DQN και 1 seed

Τα αντίστοιχα γραφήµατα για το DDQN απεικονίζονται στα Σχήµατα 5.16, 5.17 και 5.18.
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Σχήµα 5.16: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Key-
word Representation µε DDQN και 25 seeds

Σχήµα 5.17: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Key-
word Representation µε DDQN και 10 seeds

Σχήµα 5.18: Το διάγραµµα του συσσωρευτικού Harvest Rate του Focused Crawler µε Key-
word Representation µε DDQN και 1 seed

Σηµειώνουµε ότι το τελικό harvest rate του DDQN είναι µονίµως καλύτερο από το DQN
και για τις τρεις περιπτώσεις, έχοντας καλύτερη επίδοση στα 700 κείµενα περίπου από 1%
έως και 7%. Το καλύτερο harvest rate - 63.57% - σηµειώθηκε από το DDQN µε 10 seeds.
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Επίσης, παρατηρούµε πως και οι δύο πράκτορες έχουν πολύ καλύτερη επίδοση από τον
DetFC ακόµα και µε τη χρήση µόνο 1 seed. Πρακτικά, και οι δύο πράκτορες είναι του-
λάχιστον 1,38 ϕορές καλύτεροι από τον DetFC ανεξάρτητα από τον αριθµό των seeds. Στο
5.19, αναπαριστούµε, και εδώ, τις µεταβολές του µέσου reward για το DQN, σε κυλιοµένο
παράθυρο ίσο µε 100 χρονικά ϐήµατα. Στο 5.20, αναπαριστούµε τα αντίστοιχα γραφήµα-
τα για το DDQN. Στο τέλος του κεφαλαίου, στα Σχήµατα 5.21 και 5.22, αναπαριστούµε
συγκεντρωτικά τα αποτελέσµατα για τα DQN και DDQN.

Σχήµα 5.19: ∆ιαγράµµατα του µέσου reward για το DQN µε κυλιόµενο παράθυρο ίσο µε 100
χρονικά ϐήµατα συναρτήσει των χρονικών ϐηµάτων.
Αριστερά: Focused Crawler µε Keyword Representation µε DQN και 25 seeds

Μέση: Focused Crawler µε Keyword Representation µε DQN και 10 seeds

∆εξιά: Focused Crawler µε Keyword Representation µε DQN και 1 seed

Οι κόκκινες ϐούλες αναπαριστούν τα χρονικά ϐήµατα στα οποία ενηµερώνεται το Target Q-
Network

Παρατηρούµε πως και στα δύο µοντέλα, και στις τρεις περιπτώσεις των seeds, ο πράκτο-
ϱας µαθαίνει να επιλέγει σχετικές ιστοσελιδές µετά τα 50 χρονικά ϐήµατα. Σηµειώνουµε
πως έχουµε ορίσει την αφετηρία της εκπαίδευσης στο 50ο χρονικό ϐήµα. Αυτό σηµαίνει πως
το µοντέλο µετά την πρώτη του εκπαίδευση, κατάφερε να µάθει το σχετικό ϑέµα αναζήτησης.
Εδώ, εκτιµούµε πως καθοριστική σηµασία επαίξε το γεγονός ότι το Experience Replay το
είχαµε αρχικοποιήσει µε τις αναπαραστάσεις των seeds.

Σχήµα 5.20: ∆ιαγράµµατα του µέσου reward για το DDQN µε κυλιόµενο παράθυρο ίσο µε 100
χρονικά ϐήµατα συναρτήσει των χρονικών ϐηµάτων.
Αριστερά: Focused Crawler µε Keyword Representation µε DDQN και 25 seeds

Μέση: Focused Crawler µε Keyword Representation µε DDQN και 10 seeds

∆εξιά: Focused Crawler µε Keyword Representation µε DDQN και 1 seed

Οι κόκκινες ϐούλες αναπαριστούν τα χρονικά ϐήµατα στα οποία ενηµερώνεται το Target Q-
Network

Στον Πίνακα 5.11 εµφανίζονται οι υπερπαράµετροι που χρησιµοποιήσαµε για τον Fo-
cused Crawler µε Keyword Representation. Ως αρχικό batch size χρησιµοποιούµε το 25.
Σηµειώνουµε πως µεταβάλλουµε, και εδώ, την τιµή του batch size µε το πέρασµα των χρο-
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νικών ϐηµάτων ως εξής :

batch_size = max
(
batch_size, batch_size · log10 timestep

)
(5.2)

Με αυτόν τον τρόπο, όσο αυξάνονται οι εµπειρίες στο Experience Replay, ϑέλουµε, και
πάλι, να αυξάνεται και το µέγεθος του batch. ∆εδοµένου πως οι εµπειρίες µετά από έναν
καθορισµένο αριθµό χρονικών ϐηµάτων διαφέρουν αρκετά µεταξύ τους, κατά το χρονικό
ϐήµα που αντιστοιχεί στο µισό των συνολικών χρονικών ϐηµάτων διπλασιάζουµε αυθαίρετα
το batch size.

seeds 25, 10, 1
initial batch size 25
total timesteps 700

γ 0.99
replay start size 50

target update period (TUP) 100
initial epsilon value 0.15

epsilon decay 0.99
min epsilon value 0.05

clipvalue 1
optimizer RMSProp

learning rate 0.001
number of hidden layers 3

input dimension 6
hidden layer dimensions [25, 5]

hidden layer activation function ReLU
output layer activation function Identity function

Πίνακας 5.11: Υπερπαράµετροι της Keyword Representation για το ∆εύτερο Στάδιο του Ειδι-
κού Προβλήµατος

Αναφερόµαστε στο χρονικό σηµείο κατά το οποίο, σε γενικές γραµµές, αρχίζει και πέφτει το
µέσο reward του πράκτορα. Θα συζητήσουµε σχετικά µε αυτό στην Συµπεράσµατα (5.2.4.5).
Με αυτόν τον τρόπο, ϑέλουµε το µοντέλο να εκπαιδεύεται πιο συχνά σε εµπειρίες που αντι-
στοιχούν σε πιο πρόσφατα µηδενικά rewards.

Ακόµα, για τα Q-Networks χρησιµοποιούµε MLP µε 2 hidden layers. Ως optimizer χρη-
σιµοποιούµε τον RMSProp, µε σταθερό learning rate ίσο µε 0.001. Επίσης, χρησιµοποιούµε
και πάλι clipvalue ίσο µε 1. ΄Οσον αφορά τις πιο τυπικές υπερπαραµέτρους της Ενισχυτι-
κής Μάθησης, χρησιµοποιούµε αρχικό ϸ ίσο µε 0.15 το οποίο ϕθίνει εως την τιµή 0.05 µε
ϱυθµό πτώσης 0.99. Ορίζουµε το γ ίσο µε 0.99, δεδοµένου πως έχουµε να αντιµετωπίσουµε
και πάλι ένα πρόβληµα χωρίς επεισόδια. Τέλος, η αφετηρία της εκπαιδεύσης του πράκτορα
συµβαίνει στο 50στο χρονικό ϐήµα, ενώ η ανανέωση του Target Q-Network συµβαίνει κάθε
100 χρονικά ϐήµατα.

5.2.4.5 Συµπεράσµατα

Βλέπουµε πως και στις τρεις περιπτώσεις των seeds, και τα δύο µοντέλα απολαµβάνουν
µέγιστο µέσο reward για µεγάλο χρονικό διάστηµα, της τάξης των 150 χρονικών ϐηµάτων.
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Αυτό ωστόσο αποκλίνει στην περίπτωση του DDQN µε 10 seeds, στην οποία κρατάει για
περίπου 250 χρονικά ϐήµατα.

Θεωρούµε πως στην περίπτωση αυτή επιλέχθηκε κατά τη διάρκεια του τρεξίµατος κάποιο-
/α URL(s) τυχαία, που αν και δεν ϕαινόνταν πολύ υποσχόµενο/α, τελικά ήταν πολύ σηµα-
ντικό/ά hub(s). Εδώ ϕαίνεται και η αξία της αρχικής εξερεύνησης στην αρχή του τρεξίµατος.
Προφανώς εάν αφήναµε και άλλο την εξερεύνηση, χωρίς τη µάθηση του µοντέλου, είναι
δυνατόν ο πράκτορας να ανακάλυπτε και άλλα µονοπάτια που ϑα οδηγούσαν σε σχετικές
ιστοσελίδες. Ωστόσο, µια τέτοια ενέργεια είναι χρήσιµη για αρκετά µακροπρόθεσµα. Πα-
ϱάλληλα, κάτι τέτοιο, εδώ, δεν το προτιµούµε, διότι µπορεί να λειτουργήσει εις ϐάρος του
τελικού harvest rate, ϕέρνοντας µε τυχαίο τρόπο κυρίως µη σχετικά κείµενα.

Στην συνέχεια, ϐλέπουµε το µέσο reward να πέφτει. Θεωρούµε πως στο σηµείο αυτό ο
focused crawler µε Keyword Representation έχει µάθει το ϑέµα αναζήτησης κατ΄ ελάχιστο
καλά όσο το γνωρίζει ο DetFC. Με άλλα λόγια, µόλις δει κάποιον τίτλο µε τις επιθυµητές
λέξεις-κλειδιά, έχει µάθει να επιλέγει το αντίστοιχο URL του. Από εκείνο το σηµείο και
ύστερα κρίνουµε την ικανότητα του µοντέλου να αναγνωρίζει hubs, που ϑα το οδηγούν
σε σχετικά κείµενα. Σε όλες τις περιπτώσεις ϐλέπουµε να συµβαίνει αυτό, παρατηρώντας
απότοµα ¨όρη¨ στα γραφήµατα του µέσου reward. Αυτή είναι και η διαφορά µε τον DetFC.
Ο ντετερµινιστικός focused crawler δεν µπορεί να αναγνωρίσει µη σχετικούς τίτλους ,που
σχετίζονται ωστόσο µε το ευρύτερο ϑέµα της εθνοφαρµακολογίας. Επίσης, ο DetFC δεν
µπορεί προφανώς να αναγνωρίζει µοτίβα, ώστε να διαλέγει ιστοσελίδες που πιθανόν είναι
hubs.

Στον Πίνακα 5.12, αναπαριστούµε συγκεντρωτικά τις επιδόσεις όλων των µοντέλων µας
πάνω στο Ειδικό Πρόβληµα. Πιο αναλυτικά, εξετάζουµε αρχικά τις περιπτώσεις µε 400 και
700 χρονικά ϐήµατα. Στα 400 χρονικά ϐήµατα, η επίδοση για το Keyword Representation
αφορά τη µέση τιµή των harvest rates όλων των αντίστοιχων µοντέλων. Από την άλλη, στην
περίπτωση των 700 χρονικών ϐηµάτων δείχνουµε αναλυτικά όλες τις επιδόσεις των µοντέλων.

Focused Crawler Seeds Harvest Rate Timesteps

Random Crawling 25 7.00% 400
Only NLP Representation 25 30.00% 400

DetFC 25 64.83% 400
Keyword Representation [25,10,1] 75.68% 400

DetFC 25 40.14% 700
Keyword Representation with DQN 25 55.14% 700

Keyword Representation with DDQN 25 57.14% 700
Keyword Representation with DQN 10 56.42% 700

Keyword Representation with DDQN 10 63.57% 700
Keyword Representation with DQN 1 58.14% 700

Keyword Representation with DDQN 1 59.00% 700

Πίνακας 5.12: Αποτελέσµατα των focused crawlers για το Ειδικό Πρόβληµα αναζήτησης
Σηµειώνουµε πως το harvest rate (75.68%) µε Keyword Representation για τα 400 χρονικά
ϐήµατα αποτελεί την µέση τίµη των τιµών που προέκυψαν για 25, 10 και 1 seed(s).

Παρατηρούµε πως και στα 400 και στα 700 χρονικά ϐήµατα η Keyword Representation
υπερτερεί σηµαντικά έναντι όλων των άλλων αναπαραστάσεων. Στα 400, η µέση επίδοση
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είναι καλύτερη 1,167 ϕορές από τον DetFC, 2,522 ϕορές από την Only NLP Representation
και 10,811 ϕορές από το Τυχαίο Πιλοτικό Τρέξιµο (Random Crawling). Παράλληλα, στα
700 χρονικά ϐήµατα ο καλύτερος DDQN - των 10 χρονικών ϐηµάτων - είναι 1,583 ϕο-

ϱές καλύτερος από τον DetFC. Σηµειώνουµε πως η τιµή αυτή, όσο αυξάνονται τα χρονικά
ϐήµατα, περιµένουµε πως ϑα µεγαλώνει, δεδοµένου πως αυξάνεται συνεχώς το µέγεθος του
µετώπου αναζήτησης.

5.2.5 Σύγκριση µε ανθρώπινη προσωµείωση

Το συνολικό τρέξιµο του δεύτερου σταδίου διήρκησε περίπου για 7 ώρες. Μέσα σε
αυτές τις ώρες, το σύστηµα έφερε 700 κείµενα, από τα οποία, στην καλύτερη περίπτωση,
τα 447 ήταν σχετικά µε το ϑέµα αναζήτησης. Από την άλλη, εκτιµήσαµε πως ένας ειδικός,
που γνωρίζει καλά το ϑέµα αναζήτησης, χρειάζεται περίπου 36 ώρες για να ϕέρει τον ίδιο
αριθµό (427) σχετικά κειµένα, έχοντας την ίδια αφετηρία (seeds) µε τον focused crawler
µας. ΄Ετσι, ϐελτιώσαµε περίπου κατά 5,14 ϕορές την αποδοτικότητα (efficiency) σε σχέση
µε τον ειδικό.

΄Οσον αφορά την αποτελεσµατικότητα, εκτιµήσαµε πως για 50 αντιπροσωπευτικά κείµενα
το ποσοστό των σχετικών κειµένων, που εξάγονται από αυτά, είναι οπτιµιστικά περίπου ίσο
µε 19%. Εµείς στην καλύτερη µας προσπάθεια ϕέραµε σχετικά κείµενα σε ποσοστό περίπου
63%. ΄Αρα, ϐελτιώσαµε την αποτελεσµατικότητα (effectiveness) τουλάχιστον 3,31 ϕορές

σε σχέση µε τον ειδικό.
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Σχήµα 5.21: Συγκεντρωτικά τα διαγράµµατα των συσσωρευτικών Harvest Rates µε Keyword
Representation (DQN-DDQN).
Αριστέρα απεικονίζουµε για το DQN και δεξία για το DDQN. Τα δύο πρώτα διαγράµµατα (της
πρώτης γραµµής) αφορούν για 25 seeds, τα επόµενα δύο για 10 seeds και τα τελευταία δύο
για 1 seed
.

128 ∆ιπλωµατική Εργασία



5.2 Ειδικό Πρόβληµα Αναζήτησης

Σχήµα 5.22: Συγκεντρωτικά τα διαγράµµατα του µέσου reward µε κυλιόµενο παραθύρο ίσο
µε 100 χρονικά ϐήµατα, µε χρήση Keyword Representation (DQN-DDQN).
Αριστέρα απεικονίζουµε για το DQN και δεξία για το DDQN. Τα δύο πρώτα διαγράµµατα (της
πρώτης γραµµής) αφορούν για 25 seeds, τα επόµενα δύο για 10 seeds και τα τελευταία δύο
για 1 seed
.
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Κεφάλαιο 6

Επίλογος

6.1 Συµπεράσµατα και Συνεισφορές

Εν κατακλείδι, στην διπλωµατική αυτή µελετήσαµε µεθόδους focused crawling, µε στόχο
να στηρίξουµε την έρευνα των ειδικών εθνοφαρµακολογίας στο πρόβληµα αναζήτησης σχετι-
κών κειµένων. ∆ηµιουργήσαµε έναν focused crawler δύο σταδίων ακολουθώντας το Πρότυπο
Μαθητή-Ερευνητή που ορίσαµε. Στο πρώτο στάδιο, χρησιµοποιήσαµε µεθόδους Ενεργο-
ύ Μάθησης (Active Learning) και στο δεύτερο αλγορίθµους Βαθιάς Ενισχυτικής Μάθησης
(Deep Reinforcement Learning). Σηµειώνουµε πως δεν έχει ξαναχρησιµοποιηθεί ο συνδυα-
σµός αυτών στο focused crawling.

Ορίσαµε το περιβάλλον του focused crawler σαν ένα MDP, το οποίο διαφοροποιείται από
αντίστοιχες απόπειρες στη ϐιβλιογραφία. Το δικό µας MDP είναι πολύ µεγάλο - µε συνεχείς
τους χώρους των states και των actions - και εδραιώνει τη χρήση της Βαθιάς Ενισχυτι-
κής Μάθησης στο focused crawling. Επίσης, ϕαίνεται ότι η κοινή αναπαράσταση ανάµεσα
στο state και το action είναι αρκετά αποδοτική, όταν το focused crawling συνδυάζεται µε
Ενισχυτική Μάθηση.

Ακόµα, λάβαµε υπόψιν διαφορετικές αναπαραστάσεις - τις General Representation, Only
NLP Representation και Keyword Representation. Αυτές τις µελετήσαµε σε δύο διαφορε-
τικά προβλήµατα αναζήτησης πάνω στο PubMed - ένα γενικό πρόβληµα και ένα πιο ειδικό
µε λέξεις-κλειδιά. Συµπεραίνουµε πως η Ενεργός Μάθηση µπορεί να κατανοήσει αρκετά α-
ποτελεσµατικά το γενικό πρόβληµα αναζήτησης, σηµειώνοντας µέσο accuracy ίσο µε 88.0%
µε χρήση 130 µόνο επιπλέον επισηµειωµένων δεδοµένων. Από την άλλη, παρατηρούµε πως
η Ενεργός Μάθηση δεν µπορεί να λύσει αποτελεσµατικά, µε αποκλειστική χρήση word2vec
embeddings, ένα πρόβληµα ταξινόµησης, στο οποίο παίζουν πολύ σηµαντικό ϱόλο συγκε-
κριµένοι συνδυασµοί λέξεων-κλειδιών. Αντίθετα, αυτό το πρόβληµα λύνεται ικανοποιητικά
µε χρήση ενός ντετερµινιστικού ταξινοµητή, σηµειώνοντας 95% precision και 61% recall.

Για το γενικό πρόβληµα ϐλέπουµε ότι ο focused crawler µε General Representation
ϐελτιώνει τη baseline µέθοδο κατά 1.8 ϕορές. Από την άλλη, στο ειδικό πρόβληµα ο focused
crawler µε Keyword Representation υπερνικά τον άπληστο ντετερµινιστικό focused crawer
(DetFC) κατά τουλάχιστον 1.583 ϕορές. Η ϐελτίωση αυτή ϱεαλιστικά µπορεί να είναι αρκετά
µεγαλύτερη, ϑεωρώντας πως το σύστηµά µας καταλαβαίνει ως σχετικά περίπου το 61% όλων
των σχετικών κειµένων.

Ακόµα, συγκρίναµε την µέθοδό µας µε µία ϱεαλιστική ατοµική απόπειρα του ειδικού
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για εύρεση των σχετικών κειµένων. Βλέπουµε πως η µέθοδος µας ϐελτιώνει την ανθρώπινη
προσπάθεια έχοντας 5.14 ϕορές καλύτερη αποδοτικότητα και 3.31 ϕορές καλύτερη αποτε-
λεσµατικότητα.

Στην περίπτωση της Keyword Representation, το πρώτο στάδιο του focused crawler, ε-
κτός από την αναπαράσταση των χαρακτηριστικών του action, µπορούµε να το χρησιµοποιο-
ύµε και σαν reward function του δεύτερου σταδίου. Ωστόσο, εάν το πρόβληµα αναζήτησης
είναι αρκετά δύσκολο για το πρόβληµα ταξινόµησης του πρώτου σταδίου, µε αποτέλεσµα µια
ϑορυβώδη reward function, προτείνουµε την αντικατάστασή της από κάποια εναλλακτική
µέθοδο, όπως αυτή του ERC. Από την άλλη, προκειµένου να είναι αποτελεσµατική η µετα-
ϕορά µάθησης στην αναπαράσταση του action, προτείνουµε η Ενεργός Μάθηση του πρώτου
σταδίου να πραγµατοποιηθεί πάνω σε ένα υπερσύνολο πιο γενικό ϑέµα αναζήτησης - στην
περίπτωσή µας ήταν η εθνοφαρµακολογία - ώστε να δώσει την πληροφορία της συνάφειας
του action σχετικά µε το ευρύτερο ϑέµα.

Τέλος, σηµειώνουµε πως η µελέτη µας συνέβαλε στη δηµιουργία δύο συνόλων δεδοµένων
µε 813 και 1012 URLs αναφορών αντίστοιχα. Αυτά είναι επισηµειώµενα µε τις κλάσεις
συνάφειας, που ορίσαµε στο γενικό και στο ειδικό πρόβληµα αναζήτησης κατά αντιστοιχία.

6.2 Μελλοντικές Επεκτάσεις

Στο σηµείο αυτό, ϑα αναφερθούµε σε πιθανές µελλοντικές επεκτάσεις των ιδεών και
µεθοδολογιών που µελετήσαµε στην διπλωµατική εργασία αυτή. Ενδεικτικά αναφέρουµε τις
παρακάτω:

• ∆ηµιουργία ενός ολοκληρωµένου ανοικτού κώδικα (open source) λογισµικού. Στόχος
µας ϑα είναι η παροχή, στους επιστήµονες εθνοφαρµακολογίας, ενός υποστηρικτικού
εργαλείου για τη µελέτη τους.

• Επιπλέον ταξινόµηση των αποτελεσµάτων από τη µεριά της Εθνοφαρµακολογίας/Φαρ-
µακογνωσίας µέσω Μηχανικής Μάθησης. Είναι ιδιαίτερα σηµαντικό τα αποτελέσµατα
του τρεξίµατος του focused crawler να κατηγοριοποιηθούν ως προς το είδος των ασθε-
νειών ή των οργάνων του ανθρωπίνου σώµατος στα οποία αναφέρονται.

• Αξιολόγηση των συστηµάτων focused crawler, που µοντελοποιήσαµε, πάνω σε άλλα
ϑέµατα µελέτης πχ. αθλητικά νέα, ιατρικά κείµενα, χόµπυ κά. Επίσης, ϑα µπορο-
ύσαµε να δοκιµάσουµε και πάνω σε άλλες γνωστές ϐάσεις δεδοµένων, πχ. το Google
Scholar, η Wikipedia κά.

• Αυτόµατος συµπερασµός των σηµαντικών λέξεων-κλειδιών µε τη ϐοήθεια της ανατρο-
ϕοδότησης (feedback) από τον ερευνητή.

• Μελέτη διαφορετικών τεχνικών δειγµατοληψίας στο κοµµάτι της Ενεργού Μάθησης για
σύνολα δεδοµένων µε µεγάλη ανισορροπία

• Απόπειρες για µάθηση του πρώτου σταδίου του focused crawler µε One-Class Classifi-
cation αντί για Ενεργό Μάθηση. Αυτό συνεπάγεται εντελώς διαφορετική αντιµετώπιση
του προβλήµατος, αφού δεν ϑα υπαρχει ανατροφοδότηση. Ωστόσο, σηµαντικό ϑα είναι,
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επίσης, εάν καταφέρουµε να συνδυάσουµε αυτές τις δύο µεθόδους και να συγκρίνουµε
τα αποτελέσµατα µε τις υπάρχουσες µεθοδολογίες.
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Συντοµογραφίες - Αρκτικόλεξα - Ακρωνύµια

ϐλ. ϐλέπε
κλπ και λοιπά
κ.ο.κ και ούτω καθεξής
κ.ά και άλλοι/άλλες/άλλα
ΕΜΠ Εθνικό Μετσόβιο Πολυτεχνείο
RL Reinforcement Learning
AL Active Learning
SVM Support Vector Machines
MDP Markov Decision Process
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Απόδοση ξενόγλωσσων όρων

Απόδοση Ξενόγλωσσος όρος

Ενεργός Μάθηση Active Learning
συσσωρεύω aggregate
δυαδική ταξινόµηση binary classification
κάδος bucket
ταξινόµηση classification
ταξινοµητής classifier
συσταδοποίηση clustering
ερπετό crawler
µπουσούλιµα crawling
ϐάση δεδοµένων database
Βαθιά Μάθηση Deep Learning
Βαθιά Ενισχυτική Μάθηση Deep Reinforcement Learning
διακριτοποίηση discretization
διυλιστής distiller
εµπειρογνώµονας πεδίου domain expert
ανάδραση feedback
πρόγραµµα εστιασµένης ανίχνευσης ιστού focused crawler
µέτωπο αναζήτησης frontier
Χρυσός Κανόνας Επισηµειώσεων Gold Standard
υπερσύνδεσµοι hyperlinks
Ανάκτηση Πληροφορίας Information Retrieval
σύνδεσµοι links
Περιθώρια ∆ειγµατοληψία Margin Sampling
Μηχανική Μάθηση Machine Learning
Μαρκοβιανή ∆ιαδικασία Λήψης Αποφάσεων Markov Decision Process
ϐασισµένο σε οντολογίες ontology-based
Ενεργός Μάθηση ϐασισµένη σε συλλογή pool-based Active Learning
ουρά προτεραιότητας priority queue
Τυχαία ∆ειγµατοληψία Random Sampling
Ενισχυτική Μάθηση Reinforcement Learning
συνάφεια relevance
αρχικά κείµενα seeds
σηµασιολογικός semantic
Επιβλεπόµενη Μάθηση Supervised Learning
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Μηχανές ∆ιανυσµατικής Υποστήριξης Support Vector Machines
µεταφορά µάθησης transfer learning
∆ειγµατοληψία µε Αβεβαιότητα Uncertainty Sampling
Μη Επιβλεπόµενη Μάθηση Unsupervised Learning
προς επίσκεψη στο µέλλον unvisited
προσπελασµένος visited
Παγκόσµιος Ιστός Web
πρόγραµµα ανίχνευσης ιστού web crawler
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