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Περίληψη

Σκοπός  της  παρούσας  διπλωματικής  εργασίας  είναι  η  ανάπτυξη  πράκτορα  βασισμένου  στις  τεχνικές
βαθιάς ενισχυτικής μάθησης και αλγορίθμων όπως του Deep Q-Learning ο οποίος θα εκπαιδευθεί ώστε να
ελέγχει την οριζόντια και κάθετη ελαστικότητα συστάδας εικονικών δοχείων σε περιβάλλον εφαρμογής με
μεταβαλλόμενο  φόρτο  εργασίας.  Ταυτόχρονα,  θα  μελετηθεί  η  συμπεριφορά  του  πράκτορα  καθώς
χρησιμοποιείται μια σύνθετη μετρική για την απόδοσή του που θα βασίζεται στην καλή αξιοποίηση πόρων
αλλά  και  στην  αξιοποίηση  CPU και  τη  δυνατότητα  του  πράκτορα  να  αποφεύγει  παραβιάσεις  χρόνου
ανταπόκρισης. Στη συνέχεια, θα μελετηθεί και μια προσέγγιση ιδανική για υβριδικό χώρο ενεργειών που
μπορεί  να  οδηγήσει  σε  μεγαλύτερο ελέγχο  κατά  την  κάθετη  κλιμάκωση  των  εικονικών δοχείων.  Στην
εργασία θα γίνει χρήση της προγραμματιστικής γλώσσας  Python τόσο για το περιβάλλον προσομοίωσης
των πειραμάτων αλλά και για την ανάπτυξη των πρακτόρων. Προς αυτό θα γίνει χρήση και της βιβλιοθήκης
Tensorflow 2.1.

Λέξεις κλειδιά
Εικονικά δοχεία, ελαστικότητα, διαχείριση πόρων cluster, βαθιά ενισχυτική μάθηση, μηχανική μάθηση, 
οριζόντια κλιμάκωση, κάθετη κλιμάκωση, διακριτός χώρος ενεργειών, υβριδικός χώρος ενεργειών





Abstract

The purpose of this thesis is to develop an agent based on deep  reinforcement learning techniques and
algorithms such as Deep Q-Learning which will be trained to control the horizontal and vertical elasticity of
a cluster of containers in an application environment with variable workload. Agent behavior will be studied
as a complex performance metric is used based on good resource utilization and provisioning as well as on
CPU utilization and the agent's ability to avoid response time violations. In addition, we will introduce an
approach ideal for a hybrid action space that can lead to greater control in regards to the vertical scaling of
containers. The Python programming language will be used for both the simulation environment of the
experiments  and the development  of  the agents.  The  Tensorflow 2.1  library  will  also  be  used for  the
development. 

Key words
Containers, elasticity, cluster resource control, deep reinforcement learning, machine learning, horizontal 
autoscaling, vertical autoscaling, discrete action space, hybrid action space
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Εισαγωγή

Με πολλές εφαρμογές του Διαδικτύου να αξιοποιούν σήμερα τεχνολογίες νέφους (cloud)  ένα βασικό
ζήτημα  που  προκύπτει  είναι  αυτό  της  καλύτερης  χρησιμοποίησης  και  διανομής  πόρων  έτσι  ώστε  να
εξασφαλίζεται μεν η σωστή λειτουργία της εκάστοτε εφαρμογής χωρίς να σπαταλιούνται πόροι. Αυτό το
πρόβλημα  είναι  ιδιαίτερα  σημαντικό  ειδικά  όταν  οι  εφαρμογές  βασίζονται  σε  μεταβαλλόμενο  φόρτο
εργασίας  (workload). Η  αυτόματη  κλιμάκωση  ή  ελαστικότητα  των  πόρων  αφορούν  σήμερα  εικονικές
μηχανές ή εικονικά δοχεία. 

Η  τεχνολογία  νέφους  προσφέρει  τη  δυνατότητα  παροχής  πόρων  δυναμικά  και  ο  σκοπός  είναι  να
εκμεταλλευτούμε αυτή τη δυνατότητα και να την αξιοποιήσουμε έτσι ώστε δυναμικά και κατά τη διάρκεια
εκτέλεσης (run-time) της εφαρμογής να μπορούμε να ελέγχουμε και να αυξάνουμε ή και να μειώνουμε
τους πόρους που χρησιμοποιεί. Στην περίπτωση των εικονικών δοχείων αυτή η κλιμάκωση πόρων μπορεί
να είναι είτε οριζόντια είτε και κάθετη. Στην παρούσα βιβλιογραφία υπάρχουν διάφορες προτάσεις και
λύσεις που σκοπό έχουν να εκμεταλλευτούν την οριζόντια ( [22] ) είτε την κάθετη ( [23], [24] ) κλιμάκωση.
Ιδιαίτερο ενδιαφέρον έχει όμως η ταυτόχρονη αξιοποίηση οριζόντιας και κάθετης κλιμάκωσης ( [1], [25] )
έτσι ώστε να επιτευχθεί ακόμα πιο ακριβής έλεγχος των πόρων (fine-grained resource provisioning).

Οι περισσότερες λύσεις που έχουν δοθεί στο πρόβλημα ελέγχου των πόρων για δοχεία βασίζονται σε
κατώφλι (threshold-based) ( [23] ) αλλά πλέον αναπτύσσονται και λύσεις που βασίζονται στην τεχνική της
ενισχυτικής μάθησης ( [1], [22] ). Η ενισχυτική μάθηση αποτελεί ελκυστική εναλλακτική αφού σε αντίθεση
με τις λύσεις με κατώφλι μπορούμε εύκολα να προσεγγίσουμε το πρόβλημα ρωτώντας τι είναι αυτό που
θέλει να πετύχει ο χρήστης αντί το πώς. Μέσα από μια διαδικασία δοκιμών και λάθους (trial and error) το
σύστημα ελέγχου θα προσαρμοστεί στο τι θέλουμε να πετύχουμε και έτσι η εύρεση μιας καλής λύσης
γίνεται συνήθως πιο απλή ( [9], [10] ). Η ενισχυτική μάθηση έχει ήδη χρησιμοποιηθεί σε έρευνα για την
ελαστικότητα των εικονικών μηχανών, όπου στις εικονικές μηχανές συναντάται μόνο οριζόντια κλιμάκωση,
και σε διάφορες ερευνητικές εργασίες τα αποτελέσματα είναι ενθαρρυντικά ( [21], [26], [27] ). 

Υπάρχουν  διάφοροι  λόγοι  που  η  ελαστικότητα  των  δοχείων  και  των  εικονικών  μηχανών  είναι
επιθυμητή, όπως η βελτίωση της απόδοσης της εφαρμογής, αξιοποίηση πόρων με πιο αποδοτικό τρόπο,
εξισορρόπηση φορτίου, βελτιστοποίηση της κατανάλωσης ενέργειας. Φυσικά όλα αυτά σε μεγαλύτερο ή
μικρότερο βαθμό οδηγούν στην μείωση τους κόστους και δαπάνης για την λειτουργία της εφαρμογής. Θα
ήταν  οπωσδήποτε  ιδανικό  να  μπορούμε  να  εφαρμόζουμε  κλιμάκωση  έχοντας  περισσότερες  από  μία
μετρικές υπόψη. 

Στην εργασία τους οι Rossi et al. ( [1] ) προτίμησαν να δείξουν τα οφέλη της εφαρμογής model-based
ενισχυτικής μάθησης προκειμένου να επιτευχθεί έλεγχος των πόρων. Ένα σαφές πλεονέκτημα είναι ότι
αντί  για  τις  πιο  διαδεδομένες  model-free  τεχνικές  μία  model-based  προσέγγιση  θα  απλοποιήσει  την
μάθηση  και  την  trial  and  error  διαδικασία  αφού  κάνει  χρήση  γνώσης  κάποιου  μοντέλου  του
περιβάλλοντος. Όπως είναι προφανώς όμως η κατασκευή αυτού του μοντέλου απαιτεί κάποια εξοικείωση
με το πρόβλημα και μελέτη του σε μεγαλύτερο βάθος. Επίσης η χρήση απλής ενισχυτικής μάθησης είναι
μη αποδοτική σε προβλήματα όπου ο χώρος καταστάσεων του περιβάλλοντος είναι άπειρος. Σε τέτοια
προβλήματα συνήθως καλύτερη επιλογή είναι να στραφούμε σε τεχνικές από την βαθιά μάθηση  (deep
learning) και άρα σε αλγορίθμους βαθιάς ενισχυτικής μάθησης (deep reinforcement learning). 
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Η βαθιά  ενισχυτική  μάθηση  μας  δίνει  τη  δυνατότητα  για  μεγαλύτερο  έλεγχο  σε  περιβάλλοντα  με
άπειρα χώρο καταστάσεων διότι δε χρειάζεται να περιοριστούμε σε κάποια αυθαίρετη διακριτοποίηση
του άπειρου αυτού χώρου. Αν περιοριζόμασταν σε διακριτοποίηση, θα μπορούσαμε να προσεγγίσουμε το
πρόβλημα με τεχνικές απλής ενισχυτικής μάθησης αλλά είναι πολύ πιθανό να χαθεί η δυνατότητα για
μεγαλύτερη  ακρίβεια  και  αποδοτικότερο  έλεγχο.  Αλγόριθμοι  όπως  ο  Deep  Q-Learning  (  [28]  )  έχει
αποδειχθεί πρόσφατα ικανός να λύσει αρκετά πολύπλοκα περιβάλλοντα όπως παιχνίδια  Atari  και άλλες
τεχνικές  βαθιάς  ενισχυτικής  μάθησης  έχουν  εφαρμοστεί  με  επιτυχία  ακόμα  και  σε  υπεράνθρωπες
επιδόσεις σε παιχνίδια όπως το Go που πριν μέχρι κάποια χρόνια θεωρούταν αδύνατο να προσεγγιστεί. 

Στα πλαίσια της παρούσας διπλωματικής εργασίας σκοπός είναι να αναπτυχθεί ένας πράκτορας βαθιάς
ενισχυτικής  μάθησης  ικανός  να  λαμβάνει  αποφάσεις  για  την  οριζόντια  και  κάθετη  κλιμάκωση  μιας
εφαρμογής ενώ αυτή υποβάλλεται σε μεταβαλλόμενο φόρτο εργασίας. Θα γίνει χρήση αλγορίθμων όπως
του Deep Q-Learning και βελτιώσεων πάνω σε αυτόν ( [28], [5], [6] )  για την προσέγγιση του προβλήματος
σε διακριτό χώρο ενεργειών κι ακόμη θα δοκιμαστεί η εφαρμογή αλγορίθμων που προεκτείνουν το χώρο
ενεργειών από διακριτό σε υβριδικό με διακριτές και συνεχείς ενέργειες ( [7], [3], [4] ). Συγκεκριμένα, θα
γίνει  εφαρμογή του  αλγορίθμου  P-DQN  που  παρουσίασαν  οι  Xiong  et  al.  (  [3]  )  ώστε  να  επιτευχθεί
καλύτερη κάθετη κλιμάκωση των πόρων. Ο πράκτορας αυτός θα προσπαθεί να βελτιστοποιήσει διάφορες
παραμέτρους  όπως  τη  χρήση  πόρων  και  την  δυνατότητα  αποφυγής  SLA  violations  θεωρώντας  ότι  η
εφαρμογή δεν πρέπει να ξεπερνά κάποιο χρόνο απόκρισης. Αυτό δείχνει ότι ο πράκτορας θα προσπαθεί να
λάβει  την  καλύτερη  απόφαση  βασισμένος  όχι  σε  κάποιο  μοναδικό  κριτήριο  αλλά  ένα  συνδυασμό
κριτηρίων. 
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Κεφάλαιο 1

Θεωρία εικονικών δοχείων, ελαστικότητας και 
ενισχυτικής μάθησης

1.1 Τι είναι τα εικονικά δοχεία (containers)

1.1.1 Ορισμός και βασικές ιδιότητες

Τα εικονικά δοχεία (containers) αποτελούν μια εκτελέσιμη μονάδα λογισμικού στην οποία βρίσκεται ο
κώδικας κάποιας εφαρμογής μαζί με τις βιβλιοθήκες και εξαρτήσεις (dependencies) που χρειάζονται για
την εκτέλεση της εφαρμογής με σκοπό να μπορεί να εκτελεστεί σε οποιοδήποτε υπολογιστικό περιβάλλον,
είτε αυτό είναι σταθερός υπολογιστής, το υπολογιστικό νέφος (cloud) και λοιπά. Αυτές οι εικόνες δοχείων
(container images) αποτελούν λοιπόν ένα ελαφρύ κι αυτόνομο εκτελέσιμο πακέτο (package) λογισμικού
που περιέχει όσα χρειάζονται για την εκτέλεση της εφαρμογής. 

Η εικονικοποίηση Λειτουργικού Συστήματος (OS virtualization) που εφαρμόζουν τα containers καθιστά
δυνατή την απομόνωση διεργασιών και τον έλεγχο της ποσότητας CPU, μνήμης και δίσκου που αυτές οι
διεργασίες μπορούν να χρησιμοποιήσουν. 

Τα containers είναι μικρά, γρήγορα και φορητά, επειδή δεν χρειάζονται ένα guest Λειτουργικό Σύστημα
(guest OS) σε κάθε διαφορετικό instance αλλά αντίθετα μπορούν να αξιοποιήσουν απλώς τις δυνατότητες
και τους πόρους του host Λειτουργικού Συστήματος. [17]

1.1.2 Σύγκριση εικονικών μηχανών (virtual machines) και δοχείων (containers)

Για την καλύτερη κατανόηση των δυνατοτήτων των containers αξίζει να συγκριθούν με μία άλλη τεχνική
virtualization, αυτή των εικονικών μηχανών (virtual machines). Βασικό στοιχείο της λειτουργίας των virtual
machines  είναι ότι χρησιμοποιούν ένα  hypervisor  για να εικονικοποιήσουν το φυσικό υλικό (hardware).
Κάθε VM τρέχει ένα guest OS και εντός του OS αυτού εκτελούνται οι διάφορες διεργασίες και εφαρμογές.
Από αυτή την άποψη τα VMs είναι βαριά ως προς τις απαιτήσεις και τη χρήση πόρων.

Από την άλλη όμως, τα containers απλά εικονικοποιούν το λειτουργικό σύστημα και άρα κάθε container
περιέχει μόνο τις εφαρμογές και βιβλιοθήκες που χρειάζεται για την εκτέλεση της εκάστοτε εφαρμογής. Τα
containers δεν έχουν ανάγκη για guest OS και αυτή η σημαντική διαφορά τα καθιστά πιο ελαφριά ως προς
ανάγκη πόρων, πιο γρήγορα και φορητά. [17] [18]
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Σχήμα 1: Διαφορά ανάμεσα σε δοχεία (αριστερά) και εικονικές μηχανές (δεξιά) [18]

1.1.3 Τα οφέλη των δοχείων (containers)

Κάποια ενδεικτικά οφέλη της τεχνολογίας των containers είναι τα εξής:

• Ελαφριά ως προς πόρους:  Τα  containers  δεν έχουν ανάγκη κάποιο  guest OS  για την λειτουργία
τους  και  άρα  οι  πόροι  που  χρειάζονται  είναι  σημαντικά  λιγότεροι  με  αποτέλεσμα  να  είναι
εύχρηστα για cloud εφαρμογές οι οποίες συνήθως κλιμακώνονται οριζόντια.

• Δεν εξαρτώνται από πλατφόρμα και είναι φορητά: Το γεγονός ότι τα containers εμπεριέχουν όλες
τις εξαρτήσεις και βιβλιοθήκες σε ένα ολοκληρωμένο πακέτο σημαίνει ότι είναι πολύ εύκολο να
μεταφερθούν και να χρησιμοποιηθούν σε οποιαδήποτε υπάρχουσα πλατφόρμα, είτε αυτή είναι
on-premise είτε είναι στο cloud.

• Καλύτερη  αξιοποίηση  των  διαθέσιμων  πόρων:  Επιτρέπουν  την  καλύτερη  αξιοποίηση  της
διαθέσιμης  επεξεργαστικής  δύναμης  και  μνήμης  αφού  είναι  εφικτό  τα  διάφορα  μέρη  της
εφαρμογής  να  κλιμακωθούν  και  να  αναπτυχθούν  με  ένα  πιο  αναλυτικό  τρόπο  με  χρήση
αρχιτεκτονικών μικροϋπηρεσιών (microservice architectures). 

• Οριζόντια  και  κάθετη  κλιμάκωση  των  πόρων:  η  τεχνολογία  των  containers  επιτρέπει  την
κλιμάκωση και τον έλεγχο των πόρων τόσο σε οριζόντιο όσο και κάθετο επίπεδο. 

Το τελευταίο όφελος, το σχετικό με την οριζόντια και κάθετη κλιμάκωση, θα αναλυθεί επιπλέον σε ότι
αφορά την έννοια της ελαστικότητας. [17] [18]

1.2 Παροχή δοχείων (containers) και ελαστικότητα (elasticity)

Για πολλές εφαρμογές πλέον γίνεται χρήση των containers για την ανάπτυξη και εκτέλεσή τους. Όπως
και με τα  VMs  πριν από τα  containers  κρίνεται αναγκαίο, για την καλύτερη αξιοποίηση των πόρων και
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αντίστοιχα για την παροχή και κοστολόγησή τους, να υπάρχουν στρατηγικές σχετικές με τη διαχείριση.
Δεδομένου  ότι  πολλές  εφαρμογές  έχουν  μεταβλητό  φορτίο  εργασίας  (workload)  είναι  προφανές  ότι
στατικές  στρατηγικές  διαχείρισης  των  πόρων  θα  είναι  μη  βέλτιστες  και  άρα  γεννάται  η  ανάγκη  για
δυναμική διαχείριση κατά τη διάρκεια λειτουργίας της εφαρμογής (run-time adaptation).  Προς αυτό, η
τεχνολογία των  containers  προσφέρει μία χρήσιμη δυνατότητα αυτή του ελέγχου της κλίμακας τόσο σε
οριζόντιο όσο και κάθετο επίπεδο. 

Η οριζόντια κλιμάκωση (horizontal scaling)  έχει να κάνει με το πλήθος των ενεργών  containers  που
τρέχουν την εφαρμογή και είναι εφικτό on-run-time να προσθέτουμε (scale-out) ή να αφαιρούμε (scale-in)
containers ανάλογα με τις ανάγκες που προσπαθεί να εξυπηρετήσει η εφαρμογή. 

Η κάθετη κλιμάκωση  (vertical  scaling)  αφορά στους πόρους που διαμοιράζονται  στα  instances  της
εφαρμογής, όπως το ποσό  CPU,  μνήμης, και λοιπά. Στα  containers  είναι δυνατό να ελέγχουμε αυτά τα
ποσοστά  πόρων  και  να  τα  διαμορφώνουμε,  είτε  με  αύξηση  (scale-up)  είτε  με  μείωση  (scale-down)
ανάλογα με το φορτίο εργασίας. 

Η οριζόντια και κάθετη κλιμάκωση αναφέρονται και με τον όρο  ελαστικότητα (elasticity)  και άρα η
ελαστικότητα των  containers  είναι  ιδιαίτερη σημαντική,  τόσο σε  on-premise  περιβάλλον  αλλά και  στο
cloud  αφού και  στις δυο περιπτώσεις  η  αυξομείωση των πόρων ανάλογα με τις  ανάγκες οδηγεί  στην
μείωση  στη  χρήση  ενέργειας  καθώς  και  άλλων  παραγόντων  και  τελικά  στην  αύξηση  του  περιθωρίου
κέρδους που περιμένουμε από την εφαρμογή που εκτελείται. 

Η επιλογή της μεθόδου αυτόματης κλιμάκωσης μπορεί να επηρεάσει σε μεγάλο βαθμό σημαντικές
παραμέτρους  ποιότητας  της  υπηρεσίας  όπως η αξιοποίηση πόρων καθώς και  το χρόνο ανταπόκρισης
(response time).  Είναι επιθυμητό να επιτευχθεί όσο το δυνατόν πιο ακριβής και σωστή κλιμάκωση έτσι
ώστε να μην έχουμε ούτε “υπερπρομήθεια” (over-provisioning)  αλλά ούτε και “υποπρομήθεια”  (under-
provisioning).  Στην περίπτωση του over-provisioning καταναλώνουμε πόρους που στην ουσία δεν έχουμε
ανάγκη, υπερκαλύπτουμε τις ανάγκες μας δηλαδή, ενώ στην δεύτερη περίπτωση υπάρχει και ο κίνδυνος η
εφαρμογή/υπηρεσία  μας  να  μην  αποδίδει  όπως  θα  ελπίζαμε,  δηλαδή  μπορεί  να  οδηγηθούμε  σε
παραβιάσεις συμφωνιών επιπέδου υπηρεσίας (Service Level Agreement (SLA) violations), για παράδειγμα
να μην έχουμε την επιθυμητή ανταπόκριση (target response time). [30]

Οι μέθοδοι που κατά κύριο λόγο εφαρμόζονται ευρύτερα είναι αυτές που χρησιμοποιούν κανόνες που
βασίζονται σε στατικές τιμές κατωφλίων (threshold) και σε δεδομένα μετρήσεων σχετικές με την υποδομή
(infrastructure),  όπως η χρησιμοποίηση της  CPU  και της μνήμης.  Τέτοιες μεθοδολογίες όμως δεν είναι
πάντοτε αρκετά ακριβείς ώστε να προσαρμόζονται στα συνεχώς μεταβαλλόμενα workloads. Προτιμότερη
θα  ήταν  μια  πιο  αναλυτική  και  προσεκτική  (fine-grained)  αυτόματη  κλιμάκωση  η  οποία  θα  διέθετε
συνεχώς τη βέλτιστη ποσότητα πόρων που απαιτούνται για τη διασφάλιση της απόδοσης της εφαρμογής
δίχως να εμφανίζεται over-provisioning αλλά ούτε και under-provisioning. Μια τέτοια δυναμική μέθοδος
θα  ελαχιστοποιεί  την  χρήση  πόρων  ενώ  παράλληλα  θα  εξασφαλίζει  την  λειτουργία  της  εφαρμογής
σύμφωνα με τα Service Level Agreements (SLAs). 
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Σχήμα 2: Fine-grained έλεγχος πόρων σε μεταβαλλόμενο workload [30]

Από τα παραπάνω γίνεται εμφανές το γιατί η εν λόγω τεχνολογία γίνεται ολοένα πιο δημοφιλής και σε
μεγάλο βαθμό φαίνεται να ξεπερνάει την προηγούμενη τεχνολογία  virtualization  των  Virtual Machines.
Προσφέρει αρκετά μεγαλύτερη ευχρηστία και ο συνδυασμός της με τις διαθέσιμες τεχνολογίες cloud είναι
ιδιαίτερα εύκολος. Υπάρχουν αρκετές διαφορετικές διαθέσιμες τεχνολογίες για containers, δύο ευρύτατα
γνωστές αυτές του  Docker  και του  Kubernetes.  Και ακόμα πιο σημαντικό είναι το γεγονός υπάρχουν και
πολλές πλατφόρμες ανάπτυξης λογισμικού οι οποίες είναι container-based, μεταξύ των οποίων το Google
Container Engine, Amazon ECS (Elastic Container Service) και το Microsoft Azure container service. Με άλλα
λόγια  η  Google,  η  Amazon  και  η  Microsoft  προσφέρουν  και  οι  τρεις  υπηρεσίες  που  βασίζονται  στα
containers. 

1.3 Ενισχυτική Μάθηση (Reinforcement Learning)

Η ενισχυτική μάθηση είναι η περιοχή της μηχανικής μάθησης όπου ένας ευφυής πράκτορας (agent)
αλληλεπιδρά με ένα περιβάλλον (environment), λαμβάνοντας αποφάσεις για ενέργειες (actions) με σκοπό
να  μεγιστοποιήσει  τη  συνολική  ανταμοιβή  (reward)  που  λαμβάνει  για  την  πράξη.  Αφορά  δηλαδή  σε
ακολουθιακή  λήψη  αποφάσεων  (sequential  decision-making)  αλλά  με  τέτοιο  τρόπο  ώστε  να
μεγιστοποιούμε τις ανταμοιβές. Ο πράκτορας δεν μαθαίνει γνωρίζοντας ποια πράξη να επιλέξει αλλά τις
δοκιμάζει έτσι ώστε να μάθει μέσα από τις ανταμοιβές ποια είναι η καλύτερη επιλογή. Καθώς πράκτορας
και περιβάλλον αλληλεπιδρούν, οι ενέργειες που αποφασίζει ο πράκτορας οδηγούν την κατάσταση (state)
του περιβάλλοντος να αλλάζει. 
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Σχήμα 3: Αλληλεπίδραση περιβάλλοντος και πράκτορα στην ενισχυτική μάθηση [10]

Σε μια χρονική στιγμή  t,  ο πράκτορας λαμβάνει την κατάσταση στην οποία βρίσκεται το περιβάλλον,
s t∈S , όπου  S  είναι το σύνολο όλων των δυνατών καταστάσεων. Στη συνέχεια ο πράκτορας διαλέγει

μια ενέργεια at∈A (s t) , όπου A (st)  είναι το σύνολο των διαθέσιμων ενεργειών για την κατάσταση

του περιβάλλοντος. Με την επιλογή της ενέργειας, το περιβάλλον μεταβαίνει στην επόμενη κατάσταση
s t+1  και αποδίδει στον πράκτορα την ανταμοιβή r t+1∈ℝ .

Τα  προβλήματα μάθησης  που  προσπαθούν να  μοντελοποιήσουν και  να  επιλύσουν οι  τεχνικές  της
ενισχυτικής μάθησης συνήθως ανάγονται σε διαδικασίες απόφασης Markov (Markov Decision Processes ή
απλά MDPs). Τα MDPs αποτελούν με άλλα λόγια τον μαθηματικό φορμαλισμό των προβλημάτων μάθησης
στα  οποία  μπορούμε  να  χρησιμοποιήσουμε  την  ενισχυτική  μάθηση.  Ένα  MDP  αποτελείται  από  μια
πεντάδα (S , A ,T ,R , γ ) [8], όπου:

• S  και  Α  είναι οι χώροι των καταστάσεων και των ενεργειών αντίστοιχα (state and action
spaces)

• T : S×A×S→[0,1]  είναι  η  συνάρτηση  μετάβασης  (υπό  συνθήκη  πιθανότητες  μετάβασης
μεταξύ καταστάσεων)

• R :S×A×S→ℝ  είναι η συνάρτηση ανταμοιβής 

• γ∈[0,1)  είναι ο ρυθμός μείωσης (discount factor)  της βαρύτητας των μελλοντικών βημάτων
στην αναμενόμενη ανταμοιβή (cumulative reward).

Η αναμενόμενη ανταμοιβή θα δίνεται από τον τύπο:

 GT=RT+1+γ⋅RT+ 2+γ
2⋅RT +3+...=∑

k=0

∞

γ k⋅RT+k+ 1 , 

όπου Τ είναι η τρέχουσα χρονική στιγμή. 

Από τον παραπάνω ορισμό είναι εύκολο να παρατηρήσουμε την εξής ιδιότητα:
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GT=RT+ 1+γ⋅RT+2+γ
2⋅RT +3+...=RT+1+γ⋅(RT+2+γ⋅RT +3+...)=RT+1+γ⋅GT+1

Πρέπει  να σημειωθεί  μία πολύ σημαντική ιδιότητα που ικανοποιούν τα  MDPs  η οποία ονομάζεται
Μαρκοβιανή ιδιότητα (Markov property). Σύμφωνα με αυτή την ιδιότητα η διαδικασία μας είναι  μεν
στοχαστική, δηλαδή η μετάβαση από την κατάσταση a στην κατάσταση b είναι πιθανοκρατική, αλλά η
μετάβαση αυτή εξαρτάται εξ ολοκλήρου από την τρέχουσα κατάσταση και την ενέργεια που επιλέγεται.
Αυτό  είναι  σημαντικό  διότι  σημαίνει  ότι  ο  πράκτορας  χρειάζεται  μόνο  την  τρέχουσα  κατάσταση
προκείμενου  να  επιλέξει  ενέργεια,  δε  χρειάζεται  να  έχει  κρατήσει  κάποιο  ιστορικό  περασμένων
καταστάσεων. Μαθηματικά αυτό περιγράφεται ως εξής:

• P(st+1 ,r t+1∣s t , at)=P(st+1 , r t+1∣st ,a t ,... , s0 , a0)

Σκοπός των πρακτόρων είναι η μεγιστοποίηση του αναμενόμενου κέρδους ενώ αλληλεπιδρούν με το
περιβάλλον, μαθαίνοντας μέσα από δοκιμές και λάθη (trial and error) ποιες ενέργειες είναι βέλτιστες. Οι
πράκτορες  χρησιμοποιούν  πολιτικές  (policies)  για  την  επιλογή  των  ενεργειών.  Συγκεκριμένα,  καλούμε
πολιτική  (policy) μια συνάρτηση της μορφής π : S×A→[0,1]  που μας δίνει την πιθανότητα επιλογής
μιας ενέργειας για δεδομένη κατάσταση. Οι πράκτορες μέσα από την διαδικασία μάθησης προσπαθούν να
μάθουν μια κατάλληλη πολιτική τέτοια ώστε να βελτιστοποιείται η αναμενόμενη τιμή μιας συνάρτησης
τιμής (value function) η οποία ορίζεται ως εξής:

V π (s)=Eπ[GΤ∣ST=s ] ,

όπου Eπ [• ]  συμβολίζει την αναμενόμενη τιμή με δεδομένο ότι ακολουθούμε την πολιτική π. 

Εναλλακτικά  μπορούμε  να  ορίσουμε  με  ανάλογο  τρόπο  μια  συνάρτηση  ενέργειας-τιμής  (action-value
function ή Q-value function) με τον εξής τύπο:

Qπ (s , a)=Eπ[GΤ∣ST=s , AT=a ] ,

η οποία πάλι εξαρτάται από την πολιτική π που ακολουθεί ο πράκτορας. 

Μια βέλτιστη πολιτική π *  όπως αναφέρθηκε θα είναι η πολιτική που θα επιφέρει βελτιστοποίηση της
συνάρτησης τιμής ή αντίστοιχα της συνάρτησης ενέργειας-τιμής. 

Τότε θα έχουμε τη βέλτιστη συνάρτηση τιμής:

V *(s )=max
π
V π (s)

και αντίστοιχα την βέλτιστη συνάρτηση ενέργειας-τιμής (optimal Q-value function):

Q*(s , a)=max
π
Qπ (s , a)
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1.4 Το δίλημμα εξερεύνησης και εκμετάλλευσης (exploration vs exploitation 
dilemma)

Ένα ιδιαίτερα σημαντικό ζήτημα των μεθόδων της ενισχυτικής μάθησης είναι αυτό της εξερεύνησης και
εκμετάλλευσης. Αυτό το δίλημμα αφορά στο ότι η επιθυμητή λειτουργία ενός πράκτορα είναι να επιλέγει
την βέλτιστη ενέργεια κάθε φορά αλλά κατά την μάθηση, όταν δεν είναι γνωστή η βέλτιστη πολιτική,
θέλουμε ο πράκτορας να εξερευνήσει το περιβάλλον του για να αποκτήσει γνώση για καλές και κακές
ενέργειες. 

Μια αρκετά  απλή αλλά  ταυτόχρονα αποτελεσματική  τεχνική  είναι  αυτή  της  ε-άπληστης  (ε-greedy)
επιλογής. Η ε-greedy  επιλογή προσπαθεί να προσεγγίσει το  exploration vs exploitation dilemma  με την
εξής ιδέα, σε κάθε βήμα απόφασης του αλγορίθμου ο πράκτορας θα εξερευνά το χώρο ενεργειών, δηλαδή
θα  επιλέγει  μία  τυχαία  ενέργεια  ομοιόμορφα,  με  πιθανότητα ε  ενώ  με  πιθανότητα  (1-ε)  θα
εκμεταλλεύεται τη γνώση που έχει αποκτήσει για το περιβάλλον, δηλαδή θα επιλέγει κάποια κίνηση με
άπληστο τρόπο, την καλύτερη κίνηση σύμφωνα με την πολιτική που ακολουθεί στο βήμα αυτό.

1.5 Q-Learning (Watkins, 1989) και Deep Q-Learning (Mnih et al., 2015)

1.5.1 Q-Learning

Με βάση την θεωρία του προηγούμενου κεφαλαίου μία από τις τεχνικές που χρησιμοποιούνται για την
ενισχυτική μάθηση είναι αυτή του Q-Learning [9] που προσπαθεί με επαναληπτικό τρόπο να προσεγγίσει
την βέλτιστη  Q-function.  Είναι αλγόριθμος  off-policy, Temporal-Difference (TD) Learning  και ορίζεται από
την συνάρτηση Bellman [8] η οποία ανάγεται στην μορφή:

Q(St , At)←(1−λ)⋅Q(St , At)+λ⋅[Rt+1+γ⋅max
a
Q(St+1 , a)] , 

όπου λ είναι ο ρυθμός μάθησης (learning rate).

Η συνάρτηση  Q,  καθώς ενημερώνονται οι τιμές της με τη χρήση της εξίσωσης  Bellman,  θα συγκλίνει
προς την βέλτιστη Q* ανεξάρτητα από την πολιτική, για αυτό χαρακτηρίζεται και ως “off-policy”. Επειδή ο
Q-Learning δεν απαιτεί κάποιο μοντέλο του περιβάλλοντος αποτελεί επίσης model-free αλγόριθμο. Ο Q-
Learning αλγόριθμος θυμίζει τον δυναμικό προγραμματισμό από την άποψη ότι διατηρείται ένας πίνακας
για τις τιμές  Q(s,a)  της  Q-function  και οι τιμές αυτές ενημερώνονται κατά την μάθηση μέχρι να επέλθει
σύγκλιση. 

Κατά  την  εκπαίδευση  μπορεί  να  χρησιμοποιηθεί  η  στρατηγική  e-greedy  για  το  πρόβλημα  του
exploration vs exploitation.  Σε αυτή την περίπτωση, ο πράκτορας όταν εκμεταλλεύεται τη γνώση του και
επιλέγει με άπληστο τρόπο θα διαλέγει την ενέργεια που προκύπτει από την σχέση:

at=argmax
a

Q(St , a)
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Σχήμα 4: Q Table για τον αλγόριθμο Q-Learning [20]

1.5.2 Deep Q-Learning

Το βασικό μειονέκτημα του Q-Learning αλγόριθμου είναι ότι σε πολλά πρακτικά προβλήματα το πλήθος
των καταστάσεων ή ακόμα και των δυνατών ενεργειών δεν είναι απαραίτητα πεπερασμένο και άρα ο
πίνακας που διατηρεί τις τιμές Q(s,a) θα είναι άπειρος και άρα η κατασκευή και αποθήκευσή του δεν είναι
εφικτή. Για την επίλυση αυτής της δυσκολίας έχει αναπτυχθεί ο αλγόριθμος  Deep Q-Learning [28]  που
χρησιμοποιεί ιδέες από την βαθιά μηχανική μάθηση (deep learning). Συγκεκριμένα, στον αλγόριθμο Deep
Q-Learning (ή  DQL)  γίνεται χρήση νευρωνικού δικτύου για την προσέγγιση της  Q-function.  Ο λόγος για
αυτή την επιλογή είναι ότι τα νευρωνικά δίκτυα είναι universal function approximators.

Στο Deep Q-Learning δίνεται ως είσοδος στο δίκτυο η κατάσταση του περιβάλλοντος και το δίκτυο δίνει
ως έξοδο τις τιμές Q για τις διάφορες δυνατές ενέργειες. Αν για παράδειγμα έχουμε N το πλήθος δυνατές
ενέργειες, η έξοδος του δικτύου θα είναι ένα διάνυσμα μεγέθους N και η κάθε τιμή θα μας δείχνει πόσο
καλή είναι  η  συγκεκριμένη  ενέργεια.  Το  δίκτυο κωδικοποιεί  την  πολιτική  (policy)  και  για  αυτό  συχνά
ονομάζεται και  policy network.  Για την επιλογή της άπληστης ενέργειας όπως και στο Q-Learning γίνεται
χρήση της σχέσης:

at=argmax
a

Q(St , a)  

Με τη χρήση νευρωνικού δικτύου για την προσέγγιση της  Q-Function  η εξίσωση  Bellman  για το  DQL
αλλάζει σε σχέση με το απλό Q-Learning και γίνεται πλέον:

Q(s , a)=R(s , a)+γ⋅max
a '
Q(s ' , a ') ,

όπου γ είναι ο discount factor και συνήθως στο Deep Q-Learning χρησιμοποιούνται τιμές κοντά στο 1, πιο
συνηθισμένες 0.9 ή 0.95 ή 0.99. Για την εκπαίδευση του δικτύου ώστε να συγκλίνει στην βέλτιστη πολιτική
εφαρμόζουμε  back propagation  και χρησιμοποιούμε το μέσο τετραγωνικό σφάλμα (mean-squared error)
ανάμεσα στο target Q-value όπως προκύπτει από την εξίσωση Bellman και τα Q-values που δίνει το δίκτυο.
Με άλλα λόγια:

Loss=(Qtarget(s ,a)−Q (s , a))2, όπου Qtarget (s , a)=R (s ,a)+γ⋅max
a '
Q(s ' , a ')
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Σχήμα 5: Q Network για τον αλγόριθμο Deep Q-Learning [20]

1.6 Βελτιώσεις στον αλγόριθμο Deep Q-Learning

Θα περιγραφούν κάποιες από τις βασικές βελτιώσεις στον βασικό αλγόριθμο Deep Q-Learning οι οποίες
οδηγούν σε καλύτερη και γρηγορότερη σύγκλιση σε πολλές περιπτώσεις. Υπάρχουν βέβαια και άλλες αλλά
αυτές είναι που χρησιμοποιούνται και στην παρούσα διπλωματική.

1.6.1 Experience replay memory

Η μνήμη  experience replay  χρησιμοποιείται  για  την αποθήκευση παλιότερων αποφάσεων που έχει
λάβει ο πράκτορας κατά την εκπαίδευση. Οι αποθηκευμένες αυτές αποφάσεις χρησιμοποιούνται μετά σε
batches για την εκπαίδευση του πράκτορα κατά το back propagation. Ο λόγος που αυτή η μνήμη θεωρείται
απαραίτητη είναι ότι λόγω της τυχαίας επιλογής των περασμένων αποφάσεων σπάει η δυνατή συσχέτιση
που θα υπήρχε αν χρησιμοποιούσαμε συνεχόμενες αποφάσεις. Επίσης, είναι πιο αποδοτική ως προς την
ως προς την χρήση δεδομένων. Οι αποφάσεις που αποθηκεύονται είναι της μορφής (s,a,r,s’) ή (s,a,r,s’,d),
όπου:

• s είναι η τωρινή κατάσταση (current state)

• a είναι η ενέργεια που επιλέχθηκε (action)

• s’ είναι η κατάσταση στην οποία πέρασε το περιβάλλον όταν έγινε η ενέργεια a (next state)

• r είναι η ανταμοιβή (reward)

• d είναι μια boolean μεταβλητή που μας λέει αν το περιβάλλον έφτασε σε τερματική κατάσταση ή
όχι.  Ανάλογα με το τρόπο προσέγγισης του προβλήματος μπορούμε να ορίσουμε ή όχι τελικές
καταστάσεις.
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1.6.2 Target Network

Με  τον  όρο  target  network  εννοούμε  ένα  δεύτερο  δίκτυο  το  οποίο  χρησιμοποιούμε  για  να
σταθεροποιήσουμε την διαδικασία μάθησης. Το target network ξεκινά με την ίδια αρχιτεκτονική και τιμές
για  τα  βάρη  με  το  πρωτεύον  (primary)  δίκτυο  και  κάθε  Κ επαναλήψεις  τα  βάρη  του  πρωτεύοντος
αντιγράφονται στο target, ανάμεσα σε κάθε δύο αντιγραφές το target παραμένει αμετάβλητο. Ο λόγος για
αυτή την αλλαγή είναι για να αποφύγουμε το πρόβλημα του κινούμενου στόχου (moving target) από την

εξίσωση Bellman αν χρησιμοποιούσαμε το ίδιο δίκτυο για να υπολογίζουμε τον όρο max
a '
Q(s ' , a ' )  για

την επόμενη κατάσταση. Δίχως το target network η εκπαίδευση κινδυνεύει να αποσταθεροποιηθεί και να
μην συγκλίνει στην βέλτιστη πολιτική. Έτσι η εξίσωση Bellman τροποποιείται ως εξής:

Qtarget(s , a)=R(s , a)+γ⋅max
a '
Q̂(s ' , a ') ,

όπου  Q̂  είναι η τιμή από το target network. 

1.6.3 Double Deep Q-Learning (van Hasselt et al., 2015)

Ένα βασικό μειονέκτημα του απλού  Deep Q-Learning  αλγορίθμου είναι ότι η εξίσωση  Bellman  στην
μορφή που δόθηκε συνήθως υπερεκτιμά τις  Q-values  των ενεργειών.  Ακόμα και με την προσθήκη του
target  network  η  υπερεκτίμηση  δεν  εξαλείφεται.  Η  χρήση  του  max  στην  εξίσωση  Bellman  οδηγεί  σε
maximization bias και αυτό μπορεί να προκαλέσει προβλήματα στην εκπαίδευση και κακή σύγκλιση. Αυτό
το  πρόβλημα  οδήγησε  στην  δημιουργία  της  ιδέας  του  Double  Deep  Q-Learning  αλγορίθμου  [5].  Οι
δημιουργοί του αλγορίθμου βρήκαν μια αρκετά απλή ιδέα ως λύση που εκμεταλλεύεται το target network
από την προηγούμενη ενότητα. 

Η λύση είναι να γίνει αποσύνδεση (decouple) της επιλογής της βέλτιστης κίνησης από τον υπολογισμό
της target Q-value. Αυτό επιτυγχάνεται ως εξής:

• με χρήση του πρωτεύοντος δικτύου υπολογίζεται η καλύτερη ενέργεια (action)  για την επόμενη
κατάσταση (next state)

• με χρήση του target network υπολογίζεται η target Q-value για την ενέργεια αυτή στο next state

Αυτά συνοψίζονται στην τροποποιημένη εξίσωση Bellman:

Qtarget(s , a)=R(s , a)+γ⋅Q̂(s ' ,argmax
a '

Q(s ' , a ' )) , 

όπου με Q  συμβολίζεται η τιμή από το πρωτεύον δίκτυο και με Q̂  η τιμή από το target network. 
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1.6.4 Dueling Architecture (Wang et al., 2015)

Η αρχιτεκτονική dueling [6]  είναι μια ακόμα βελτίωση η οποία αποσυνδέει περαιτέρω την διαδικασία
υπολογισμού των Q-values  για επίτευξη ακόμα καλύτερων αποτελεσμάτων και γρηγορότερης σύγκλισης.
Προς  αυτό  θα  πρέπει  να  κάνουμε  χρήση  της  συνάρτησης  τιμής  (value  function)  όπως  ορίστηκε  στα
προηγούμενα και η οποία μας δίνει μια τιμή του πόσο καλή είναι η κατάσταση στην οποία βρισκόμαστε.
Ακόμη θα γίνει χρήση της έννοιας της συνάρτησης πλεονεκτήματος (advantage function) A (s , a)  που
μας δίνει  μία τιμή του πόσο καλύτερη είναι η επιλογή μιας ενέργειας σε σχέση με τις  άλλες.  Τότε,  η
συνάρτηση των Q-values αναλύεται ως εξής:

Q(s , a)=V (s)+A (s , a) .

Η  dueling  αρχιτεκτονική αλλάζει το κλασικό  Deep Q-Network  και έχει δύο τελικά στάδια, ένα για τον
υπολογισμό της τιμής V και ένα δεύτερο για τον υπολογισμό του advantage. Στη συνέχεια ο υπολογισμός
του Q-value γίνεται με τη σχέση:

Q(s , a)=V (s)+(A (s ,a)− 1
Α⋅∑

a '

A (s , a')) ,

δηλαδή Q=V +(A−average of all A) . Η παραπάνω σχέση χρησιμοποιείται επειδή θα εφαρμόσουμε

back propagation. 

Σχήμα 6: Υπολογισμός των Q-Values για τον αλγόριθμο Dueling Deep Q-Learning

1.7 Υβριδικοί χώροι ενεργειών (hybrid action spaces)

Ο αλγόριθμος  Deep Q-Learning  μαζί με τις βελτιώσεις του επιλύουν προβλήματα βαθιάς ενισχυτικής
μάθησης τα οποία έχουν χώρο ενεργειών  (action space)  διακριτού και  συνήθως μικρού μεγέθους.  Για
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περιβάλλοντα που έχουν συνεχή χώρο ενεργειών (continuous action space)  υπάρχουν άλλοι αλγόριθμοι
όπως:

• Deep Deterministic Policy Gradients (DDPG) (Lillicrap et al., 2016) [29]

• Advantage Actor-Critic (A2C)

• Asynchronous Advantage Actor-Critic (A3C) (Mnih et al., 2016) [12]

• Soft Actor-Critic (SAC) [11]

Για περιβάλλοντα όμως με υβριδικό χώρο ενεργειών (hybrid action space ή discrete-continuous hybrid
action space)  το  state-of-the-art  δεν έχει  μελετηθεί  στον ίδιο βαθμό. Παρόλα αυτά υπάρχουν κάποιοι
αλγόριθμοι που έχουν μελετηθεί και χρησιμοποιούνται. Ένας αλγόριθμος είναι ο  Parametrized Deep Q-
Networks (P-DQN, Xiong et al., 2018).

1.7.1 Parameterized Action Space Markov Decision Process (PAMDP)

Καλούμε parameterized action space markov decision process (Masson & Konidaris, 2015) [7] ένα χώρο
διακριτών ενεργειών (discrete action space)  Ad={a1 ,a2 , ... , ak}  όπου οι  διακριτές ενέργειες  έχουν

συνεχείς παραμέτρους. Ενδέχεται κάποια διακριτή ενέργεια να μην έχει συνεχή παράμετρο ή και να έχει

περισσότερες από μία. Οι υβριδικές ενέργειες θα είναι  tuples της μορφής  (ai , p1
i , p2

i ,... , pk
i )  όπου

ai  είναι κάποια διακριτή ενέργεια και p j
i  συνεχείς παράμετροι. Ο χώρος ενεργειών θα είναι έτσι της

μορφής:

A={(ak ,xk): ak∈Ad} ,

όπου xk∈X k⊂ℝm k  θα είναι το διάνυσμα διάστασης mk  των συνεχών παραμέτρων για την διακριτή

ενέργεια ak .

Για ένα PAMDP θα έχουμε μία πεντάδα Μ=(S , A , P ,R , γ )  όπου:

• S είναι το σύνολο καταστάσεων (state space)

• A είναι ο μικτός – υβριδικός χώρος ενεργειών (parameterized action space)

• P(s '∣s , ak ,xk)  είναι η συνάρτηση πιθανότητας μετάβασης κατάστασης  (state transition

probability function

• R(s , ak , xk , s ' )  είναι η συνάρτηση ανταμοιβής (reward function)

• γ∈[0,1)  είναι ο ρυθμός μείωσης (discount factor)  της βαρύτητας των μελλοντικών βημάτων
στην αναμενόμενη ανταμοιβή (cumulative reward)
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1.7.2 Parameterized Deep Q-Networks Learning (P-DQN)

Είναι  μία  μέθοδος  από  τους  (Xiong  et  al.,  2018)  [3]  η  οποία  προσπαθεί  να  επεκτείνει  τον  DQN
αλγόριθμο  σε  υβριδικούς  χώρους  ενεργειών  και  χαρακτηρίζεται  από  τους  συγγραφείς  ως  ένας
συνδυασμός  του  DQN  και  της  μεθόδου  των  Deep  Deterministic  Policy  Gradients  (DDPG).  Η  σχετική
αρχιτεκτονική φαίνεται σχηματικά παρακάτω.

Στον αλγόριθμο  P-DQN  η κατάσταση του συστήματος αρχικά δίνεται ως είσοδος στο δίκτυο  x(θ) το
οποίο θα δώσει ως έξοδο τις τιμές των συνεχών παραμέτρων που έχει το περιβάλλον. Στη συνέχεια αυτό
το  διάνυσμα  συνεχών  παραμέτρων  θα  συνενωθεί  με  την  κατάσταση  του  περιβάλλοντος  και  θα
χρησιμοποιηθεί ως διάνυσμα εισόδου στο δίκτυο Q(ω) το οποίο θα μας δώσει τα Q-Values των διακριτών
ενεργειών. Όταν προσπαθούμε να εκμεταλλευτούμε την γνώση που έχουμε αποκτήσει, θα διαλέγουμε την

καλύτερη ενέργεια όπως και στο απλό DQN με χρήση του at=argmax
a

Q(St , a) .

Για την εκπαίδευση των δύο δικτύων θα κάνουμε back propagation για την ενημέρωση στα βάρη θ και
ω και ως loss functions θα χρησιμοποιηθούν:

• LQ(ω)=1
2
⋅[Q(s ,ak , xk ;ω)− y ]2 , δηλαδή το  mean-squared error  μεταξύ των  Q-values  όπως

προκύπτουν από το δίκτυο και των target Q-values από το target network. 

• Lx (θ)=−∑
k=1

K

Q(s ,ak , xk (s , θ);ω) ,  χρησιμοποιείται  για  τα  βάρη  του  x(θ)  δικτύου  των

συνεχών παραμέτρων γιατί θέλουμε να μεγιστοποιήσουμε τα Q-values. 

Σχήμα 7: Νευρωνικά δίκτυα για τον αλγόριθμο P-DQN [3]

Για το δίλημμα της εξερεύνησης και εκμετάλλευσης (exploration vs exploitation)  θα γίνει χρήση δυο
τεχνικών,  η  μία  για  εξερεύνηση  στις  διακριτές  επιλογές,  δηλαδή  στο  δίκτυο  Q(ω),  και  η  άλλη  για
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εξερεύνηση στο δίκτυο των συνεχών παραμέτρων, δηλαδή το x(θ). Για το δίκτυο των διακριτών ενεργειών
θα  γίνει  χρήση  της  προαναφερθείσας  μεθόδου  της  e-greedy  exploration.  Για  το  δίκτυο  των  συνεχών
παραμέτρων όμως θα γίνει χρήση μιας ιδέας από τον αλγόριθμο DDPG και αυτό αφορά στην προσθήκη
θορύβου στις συνεχείς μεταβλητές έτσι ώστε να εισάγουμε τυχαιότητα. Ο θόρυβος παράγεται από την
διαδικασία Ornstein-Uhlenbeck (Ornstein-Uhlenbeck noise) [29]. 
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Κεφάλαιο 2

Μέθοδος DQN για horizontal και vertical auto-scaling

2.1 Μια προηγούμενη προσέγγιση με Reinforcement Learning

2.1.1 Περιγραφή της RL προσέγγισης 

Στην  εργασία  “Horizontal  and  Vertical  Scaling  of  Container-based  Applications  using  Reinforcement
Learning”  (Rossi  et  al.,  2019)[1]  περιγράφεται  μία  model-based  reinforcement  learning  τεχνική  ικανή  να
αξιοποιήσει  τόσο  οριζόντια  (horizontal)  αλλά  και  κάθετη  (vertical)  αυτόματη  κλιμάκωση (auto-scaling).  Οι
έννοιες αυτές εξηγήθηκαν και στο 1ο κεφάλαιο, σύντομα αναφέρεται ότι η οριζόντια κλιμάκωση αφορά στο
μέγεθος του  cluster,  δηλαδή πρόσθεση ή αφαίρεση  containers,  ενώ η κάθετη αφορά σε πόρους όπως  CPU,
μνήμη που δίνονται στα containers (CPU share percentage, κλπ). 

Η model-based προσέγγιση της εργασίας αυτής όρισε τα εξής state spaces και action spaces:
• State space: κάθε κατάσταση του περιβάλλοντος θα είναι της μορφής si=(k i ,u i , c i) , όπου:

◦ k i  είναι το πλήθος των containers στη χρονική στιγμή i, με ελάχιστη τιμή το 1 και μέγιστη τιμή

το 10
◦ ui  είναι το CPU utilization στη χρονική στιγμή i,  και θα είναι διακριτοποιημένο στο διάστημα

{0 ,ū , ... , L⋅̄u} , όπου η παράμετρος ū=0.1 (10 %)
◦ c i  είναι  το  CPU Share  στη  χρονική  στιγμή i,  και  θα είναι  διακριτοποιημένο στο  διάστημα

{̄c ,2⋅̄c , ... ,M⋅̄c} , όπου η παράμετρος c̄=0.1 (10 %)

• Action space: Δίνονται δυο εναλλακτικές προσεγγίσεις ως προς το χώρο των ενεργειών
◦ Οριζόντια ή κάθετη κλιμάκωση: σε αυτό το space ο πράκτορας μπορεί να επιλέγει οριζόντια είτε

κάθετη  κλιμάκωση  αλλά  όχι  και  τις  δυο  μαζί.  Η  μορφή  του  συνόλου  των  ενεργειών  είναι
A={∅ ,−1 ,+1 ,−r ,+r } ,  όπου  ∅  είναι η κενή ενέργεια, δηλαδή δεν έχουμε καθόλου

κλιμάκωση, ±1  αφορά σε οριζόντια αύξηση ή μείωση και ±r  αφορά σε κάθετη αύξηση ή
μείωση του CPU share κατά r  ποσοστό, το r= c̄=10 % . Σε αυτή την περίπτωση θα έχουμε 5
πιθανές ενέργειες. 

◦ Οριζόντια  και  κάθετη  κλιμάκωση:  σε  αυτό  το  space  ο  πράκτορας  μπορεί  να  εκτελέσει  και
συνδυασμούς  οριζόντιας  και  κάθετης  κλιμάκωσης.  Ο  χώρος  πιθανών  ενεργειών  θα  είναι  ο
A={(∅ ,∅) ,(−1 ,∅) ,(+1 ,∅) ,(∅ ,−r) ,(∅ ,+r ),(−1,−r ),(+1,−r) ,(+1 ,−r) ,(+1 ,+r )}

, δηλαδή θα έχουμε 9 πιθανές ενέργειες. 

Πρέπει να σημειωθεί ότι δε θα είναι πάντοτε όλες οι ενέργειες “νόμιμες”, αν για παράδειγμα έχουμε
τον ελάχιστο αριθμό από containers, δε θα είναι δυνατό να επιλέξουμε να αφαιρέσουμε container. 
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• Reward  function:  Όταν  βρισκόμαστε  στην  κατάσταση  s=(k ,u , c)  και  επιλέγεται  ενέργεια

α=(α1 , α2) ,  όπου με  α 1  συμβολίζουμε την οριζόντια κλιμάκωση και  με  α 1  την κάθετη

κλιμάκωση, χρησιμοποιείται η συνάρτηση ανταμοιβής:

 R(s , a , s ')=wres⋅
(k+a1)⋅(c+a2)

Kmax

+wadp⋅1{vertical _ scaling }+w sla⋅1{ Resp(k+ a1 ,u' , c+a2 )>Rmax }  (2.1) , όπου

◦ w res ,wadp ,w sla  είναι βάρη και ισχύει ότι w res+wadp+w sla=1 . w res  είναι το βάρος για τη

χρήση πόρων  (resources),  wadp  είναι το βάρος για  vertical scaling  δεδομένου ότι το  vertical

scaling  σε  αντίθεση  με  το  horizontal  scaling  οδηγεί  σε  προσωρινή  μη  διαθεσιμότητα  της
εφαρμογής και w sla  είναι το βάρος αν έχουμε SLA violation δηλαδή αν ο χρόνος ανταπόκρισης

της εφαρμογής είναι μεγαλύτερος από μια συγκεκριμένη τιμή Rmax .

◦ 1{⋅}  είναι μια boolean συνάρτηση η οποία θα μας δίνει την τιμή 1 όταν έχουμε vertical scaling ή

response time violation και 0 αλλιώς. 

Με αυτή τη συνάρτηση ανταμοιβής διαισθητικά ελπίζουμε ότι ο πράκτορας θα μάθει να αποφεύγει τα
response time violations  και ότι θα κάνει καλή διαχείριση πόρων δίχως  under-provisioning  ή  over-
provisioning. Επίσης, δεδομένου ότι το vertical scaling οδηγεί σε μη διαθεσιμότητα της εφαρμογής θα
προτιμούσαμε να μην κάνει πολύ συχνά τέτοιου τύπου προσαρμογές. 

Στην model-free Q-Learning προσέγγιση που χρησιμοποιήθηκε ως baseline η απόδοση των αποφάσεων με
μεταβλητό  workload  δεν ήταν ικανοποιητική. Μεγαλύτερο ενδιαφέρον είχε η προσέγγιση που ήταν  model-
based. Σε αυτήν η εξίσωση Bellman είχε διαφορετική μορφή σε σχέση με την απλή μορφή που συναντάται στο
Q-Learning. Η εξίσωση Bellman γίνεται:

Q(s , a)=∑
s '∈S

p(s '∣s , a)⋅[c(s , a , s ' )+γ⋅ min
a '∈A (s ' )

Q(s ' ,a ' )] , ∀ s∈S , a∈A (s ) (2.2) ,

όπου οι τιμές πιθανοτήτων υπολογίζονται εμπειρικά από στοιχεία κατά την εκτέλεση του αλγορίθμου. Στην
εργασία για τον υπολογισμό της πιθανότητας μετάβασης p(s '∣s , a)  γίνεται η παρατήρηση ότι:

p(s '∣s ,a) = P[s i+1=(k ' , u ' , c ' )∣si=(k ,u , c) , ai=(a1 , a2)] = {P[ui+1=u '∣ui=u] , αν (k '=k+a1)∧(c '=c+a2)
0 , αλλιώς

(2.3) 
δηλαδή επαρκεί ο υπολογισμός των πιθανοτήτων μετάβασης του CPU utilization. 

Ακόμη αλλάζει ο τρόπος υπολογισμού του κόστους, δηλαδή της συνάρτησης ανταμοιβής. Η συνάρτηση
ανταμοιβής θα χωρίζεται πλέον σε δυο μέρη, ένα γνωστό κόστος και ένα άγνωστο κόστος, δηλαδή:

c (s , a , s ')=cknown(s , a)+cunknown(s ')  (2.4),

όπου το γνωστό κόστος εξαρτάται από το αν έχουμε κάθετη κλιμάκωση καθώς και τη χρήση πόρων ενώ το
άγνωστο  εξαρτάται  από  την  μελλοντική  κατάσταση  του  περιβάλλοντος  και  αφορά  το  πέναλτυ  επίδοσης
(performance penalty). Το άγνωστο αυτό κόστος υπολογίζεται online.

2.1.2 Περιορισμοί της RL προσέγγισης
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Ένα βασικό πρόβλημα στην προσέγγιση με το model-free Q-Learning που χρησιμοποιήθηκε ως baseline για
το πρόβλημα της αυτόματης κλιμάκωσης είναι ότι  με το τρόπο που ορίστηκε το  state space  δεν υπάρχει
τρόπος για τον αλγόριθμο να παρατηρήσει την επίδραση του μεταβαλλόμενου workload. Το state space έχει
οριστεί μόνο με μεγέθη του cluster, το πλήθος των containers, το ποσοστό του CPU Share και το ποσοστό του
CPU utilization. Κανονικά θα ήταν πιο σωστό να υπάρχει στο state space και μια ακόμα διάσταση σχετική με το
workload. Το πρόβλημα όμως είναι ότι το workload δεν μπορεί να διακριτοποιηθεί το ίδιο εύκολα όπως το CPU
share  ή  το  CPU  utilization.  Ακόμα  όμως  και  να  το  διακριτοποιούσαμε,  υπάρχει  ο  κίνδυνος  αυτή  η
διακριτοποίηση  να  οδηγήσει  σε  κακή  επίδοση  του  συστήματος.  Στην  model-based  προσέγγιση  αυτό  το
πρόβλημα έχει ξεπεραστεί διότι υπολογίζονται εμπειρικά οι τιμές πιθανοτήτων μετάβασης (Εξίσωση 2.2 και
2.3) και με αυτό το τρόπο έμμεσα εισάγεται η πληροφορία για την κατανομή του workload ως γνώση στο
σύστημα. Με αυτό το τρόπο επιτυγχάνεται πολύ καλύτερη επίδοση αποφάσεων.

Ένα δεύτερο πρόβλημα είναι κοινό τόσο στο baseline όσο και στο προτεινόμενο model-based αλγόριθμο
και αυτό αφορά στο ότι διακριτοποιούνται τα CPU share και CPU utilization προκειμένου το state space να
παραμένει πεπερασμένο και άρα η χρήση απλού reinforcement learning να είναι εφικτή. Ο λόγος που αυτό
είναι πρόβλημα είναι ότι είναι πιθανό να οδηγούμαστε σε υποβέλτιστες λύσεις και έλεγχο αφού ενώ κανονικά
το state space είναι συνεχές (άπειρο) το περιορίζουμε σε διακριτό χώρο. Ο τρόπος για να επιλυθεί αυτό το
πρόβλημα είναι, όπως αναφέρθηκε και στο κεφάλαιο 1, να εφαρμοστούν τεχνικές deep learning και άρα από
απλό reinforcement learning να περάσουμε σε deep reinforcement learning.  

2.2 Προσέγγιση με Deep Reinforcement Learning

Σκοπός της χρήσης βαθιάς ενισχυτικής μάθησης είναι  η  βελτίωση της απόδοσης του πράκτορα λήψης
αποφάσεων και η δυνατότητα εύρεσης καλύτερων λύσεων στο πρόβλημα της αυτόματης κλιμάκωσης. Προς
αυτό θα παρουσιαστεί σε αυτό το κεφάλαιο ένας τρόπος επίλυσης του προβλήματος που θα χρησιμοποιεί τον
Deep Q-Network Learning (DQN) αλγόριθμο. Αυτός ο αλγόριθμος είναι όπως έχει αναφερθεί  model-free,  σε
αντίθεση με το model-based αλγόριθμο που παρουσιάστηκε στο (Rossi et al., 2019). 

2.2.1 Χώροι καταστάσεων και ενεργειών

Με την μετάβαση σε λύσεις βαθιάς ενισχυτικής μάθησης δεν χρειάζεται πλέον το  state space  να είναι
πεπερασμένου μεγέθους και άρα η διακριτοποίηση που εφαρμόστηκε στους αλγορίθμους της εργασίας των
(Rossi et al., 2019) είναι περιττή. Η επέκταση του state space θα μπορούσε να είναι η προφανής, δηλαδή να
έχουμε  state space  όπου κάθε  state  να είναι της μορφής  si=(k i ,u i , c i)  όμως αυτό το  state space  δεν

επαρκεί. Ο λόγος που δεν επαρκεί αναφέρθηκε και στο 2.1.2, ένα τόσο απλό  state space  δεν μας δίνει την
απαραίτητη πληροφορία για το μεταβαλλόμενο workload. 

Μια προφανής ιδέα θα ήταν να ορίσουμε το state space με τη μορφή s i=(k i ,u i , c i ,wi)  όπου με w i

θα  εννοείται  η  τιμή  του  workload  κατά  την  χρονική  στιγμή  i.  Αυτό  όμως δεν  είναι  πολύ  ρεαλιστικό,  να
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θεωρούμε ότι  γνωρίζουμε  το  workload  που περιμένουμε  να έχει  το  cluster  μας.  Πιο ρεαλιστικό  είναι  να
θεωρήσουμε ότι είναι γνωστές παλιότερες, ιστορικές τιμές του  workload  για χρονικές στιγμές πριν από την
τωρινή.  Στα  πλαίσια  του  αλγορίθμου  θα  θεωρήσουμε  ότι  στο  state  space  δίνουμε  πληροφορία  για  5
παρελθοντικές στιγμές. Άρα για κάθε χρονική στιγμή i το state θα είναι της μορφής

 si=(k i ,u i , c i ,wi−1 ,wi−2 ,wi−3 ,wi−4 ,wi−5) , όπου:

• k i  είναι το πλήθος των containers στη χρονική στιγμή i, με ελάχιστη τιμή το 1 και μέγιστη τιμή το

10
• ui  είναι το CPU utilization στη χρονική στιγμή i

• c i  είναι το CPU Share στη χρονική στιγμή I

• w i−k , k=1,2,3,4,5  είναι το workload στις χρονικές στιγμές (i−k ) , k=1,2,3,4,5

Για το χώρο ενεργειών θα χρησιμοποιηθεί ο χώρος 9 ενεργειών της μορφής :
A={(∅ ,∅) ,(−1 ,∅) ,(+1 ,∅) ,(∅ ,−r) ,(∅ ,+r ),(−1,−r ),(+1,−r) ,(+1 ,−r) ,(+1 ,+r )} .

Στον  αλγόριθμο  DQN  ο  χώρος  ενεργειών  είναι  αναγκαστικά  πεπερασμένος.  Για  αυτό  το  λόγο  η  κάθετη
κλιμάκωση (vertical scaling) θα έχει συγκεκριμένη τιμή r και στα πλαίσια των πειραμάτων θα γίνει χρήση της
τιμής  r=5%(0.05) .  Στο επόμενο κεφάλαιο  θα παρουσιαστεί  μέθοδος  ώστε να μπορούμε να έχουμε
μεταβλητή τιμή για το r. 

2.2.2 Συναρτήσεις ανταμοιβής

Στα πλαίσια της παρούσας εργασίας θα δοκιμαστούν δυο διαφορετικές συναρτήσεις ανταμοιβής. Αυτές οι
συναρτήσεις θα είναι οι εξής:

1. R(s , a , s ')=−w res⋅
(k+a1)⋅(c+a2)

Kmax

−w adp⋅1{vertical _ scaling}−w sla⋅1{ Resp( k+ a1 , u' ,c+a2)>Rmax}   (2.5)

2. R(s , a , s ')=3.0−
(k+a1)⋅(c+a2)

Kmax

−1{vertical _ scaling }−(1−(1−e−8⋅u ')18.5)          (2.6)

Η συνάρτηση (2.5) είναι η ίδια που χρησιμοποιήθηκε και στην εργασία των (Rossi et al., 2019), το αρνητικό
πρόσημο προτιμάται απλά γιατί θα γίνει λόγος για μεγιστοποίηση της ανταμοιβής ενώ στην εργασία τους
έκαναν  λόγο  για  ελαχιστοποίηση  του  κόστους.  Από  την  θεωρία  βελτιστοποίησης  όμως  γνωρίζουμε  ότι

max {f (x )}⇔min {−f (x)}.  Η  διαίσθηση  πίσω  από  τη  χρήση  της  συνάρτησης  αυτής  είναι  ότι  ο
πράκτορας θα προσπαθήσει να βρει κάποια κατάλληλη πολιτική (policy)  με την οποία θα μπορεί να κάνει
κατάλληλη αξιοποίηση των διαθέσιμων πόρων με τρόπο τέτοιο ώστε να μην έχουμε  παραβάσεις  χρόνου
ανταπόκρισης της εφαρμογής. Θα προσπαθεί να μεγιστοποιήσει την ανταμοιβή του και αυτό επιτυγχάνεται με
το να τείνει το  reward  στο 0. Αυτό είναι προφανές αφού το  reward  της  (2.5)  θα είναι πάντοτε φραγμένο
ανάμεσα στις τιμές -1 και 0, όπου όσο πιο κοντά στο -1 τείνει, τόσο χειρότερη είναι η απόδοση. 
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Η συνάρτηση (2.6) σε αντίθεση με την (2.5) θα λαμβάνει τιμή που θα είναι φραγμένη ανάμεσα στο 0 και +3
και καθώς η τιμή τείνει στο +3 θα θεωρούμε ότι το σύστημα έχει καλύτερη απόδοση, θα κάνει καλύτερη
αξιοποίηση πόρων. Σε αυτή τη συνάρτηση ανταμοιβής δεν υπάρχει όρος σχετικός με τις παραβάσεις χρόνου
ανταπόκρισης αλλά αντίθετα υπάρχει όρος σχετικός με το  CPU utilization.  Η γραφική συνάρτηση του όρου
αυτού φαίνεται στο σχήμα παρακάτω. Ο λόγος που εισάγεται ο όρος αυτός είναι ότι θέλουμε το σύστημα να
προσπαθεί να διατηρεί υψηλό  utilization  στη  CPU.  Αν η τιμή του  utilization  είναι χαμηλή, για παράδειγμα
μικρότερη από 0.4 (40%), παρατηρούμε ότι θα έχουμε μεγάλο πέναλντυ. Αντίθετα, σε ένα εύρος [0.6, 0.8] το
πέναλντυ θα είναι μικρό και μετά από τη τιμή 0.8 τα περιθώρια βελτίωσης θα είναι μικρά. Ο λόγος για αυτό
είναι ότι δε θέλουμε να έχουμε επικίνδυνα υψηλό utilization αφού αυτό μπορεί να οδηγήσει σε response time
violation αν το σύστημα χρησιμοποιεί ανεπαρκείς πόρους για την εξυπηρέτηση του workload. 

Σχήμα 1: Γραφική παράσταση −(1−(1−e−8⋅u' )18.5)

2.2.3 Τερματικές καταστάσεις και παράνομες ενέργειες (illegal actions)

Παράνομη  ενέργεια  θα  χαρακτηρίζεται  μία  ενέργεια  η  οποία  δεν  είναι  δυνατόν  να  εφαρμοστεί  στην
τρέχουσα κατάσταση του περιβάλλοντος. Αν για παράδειγμα το περιβάλλον βρίσκεται σε μία κατάσταση στην
οποία υπάρχει ο μέγιστος αριθμός από containers, στα πειράματα αυτός ο αριθμός είναι ίσος με 10, τότε το
να προσθέσουμε επιπλέον container είναι αδύνατο. Ακόμα και να επιλεγεί αυτή η ενέργεια, δεν είναι δυνατό
να εφαρμοστεί  και  να  μεταβάλει  το  περιβάλλον  μας.  Προκειμένου  ο  πράκτορας  να μπορεί  να  μάθει  να
αναγνωρίζει  και να αποφεύγει  illegal actions  θα γίνεται κατάλληλος έλεγχος αφού ο πράκτορας κάνει  την
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επιλογή της ενέργειας.  Αν η ενέργεια είναι  παράνομη,  τότε αντί  για τις  ανταμοιβές όπως ορίστηκαν στις
συναρτήσεις (2.5) και (2.6) θα λαμβάνει διαφορετικό reward. 

1. Για την περίπτωση της συνάρτησης (2.5),  αν έχουμε παράνομη ενέργεια τότε θα δίνουμε reward ίσο
με το -1.

2. Για την περίπτωση της συνάρτησης (2.6),  αν έχουμε παράνομη ενέργεια τότε θα δίνουμε reward ίσο
με το 0.

Ο διαισθητικός λόγος για τις παραπάνω επιλογές γίνεται αντιληπτός αν ληφθεί υπόψη και η επιλογή για
τερματικές καταστάσεις. Όταν χρησιμοποιούμε την ανταμοιβή (2.5) δεν ορίζουμε τερματικές καταστάσεις. Ο
πράκτορας θα εκπαιδεύεται με απουσία τερματικών καταστάσεων επειδή η ανταμοιβή είναι αρνητική και θα
προσπαθεί συνεχώς να την μεγιστοποιήσει. Αντιθέτως, όταν χρησιμοποιούμε την ανταμοιβή  (2.6) ορίζουμε
τερματικές  καταστάσεις  όταν  έχουμε  response  time  violation  ή  όταν  η  ενέργεια  που  επιλέγεται  είναι
παράνομη.  Επειδή η ανταμοιβή είναι  θετική, ο πράκτορας θα προσπαθεί συνεχώς να την μεγιστοποιήσει
προκειμένου να λάβει το μεγαλύτερο δυνατό cumulative reward.  Θα μάθει λοιπόν να αποφεύγει τερματικές
καταστάσεις,  δηλαδή  SLA violations  και  illegal  moves,  γιατί  αλλιώς οι  συνολικές  ανταμοιβές του θα είναι
μικρές. 

Από τα παραπάνω προκύπτουν οι εξής συναρτήσεις ανταμοιβών:

R(s , a , s ' )={−wres⋅
(k+a1)⋅(c+a2)

Kmax

−wadp⋅1{vertical _ scaling}−w sla⋅1{Resp(k+ a1 , u' ,c+a2)>Rmax} ,  if not 1{illegal_action}

−1,  if 1{illegal_action}

(2.7)

R(s , a , s ')={3.0−
(k+a1)⋅(c+a2)

Kmax

−1{vertical _ scaling }−(1−(1−e−8⋅u ')18.5) ,  if not 1{illegal_action}∨1{terminal_state}

0 ,  if 1{illegal_action}∨1{terminal_state}
(2.8)

2.3 Πειράματα

Για τα πειράματα προσομοίωσης θα χρησιμοποιηθεί workload που προκύπτει από πραγματικά δεδομένα
χρήσης εφαρμογής τα οποία έχουν συλλεχθεί στο “The DEBS 2015 grand challenge”[2], στην περίπτωση των
πειραμάτων αυτά τα δεδομένα έχουν τροποποιηθεί ώστε 30 λεπτά από γεγονότα να επαναλαμβάνονται σε 1
δευτερόλεπτο. [1]
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Για την προσομοίωση θεωρούμε ότι το περιβάλλον μας μοντελοποιείται ως ένα M/D/ki  queue, θεωρώντας
ότι  η  εφαρμογή  δέχεται  M τυχαία  και  ανεξάρτητα  αιτήματα  (requests),  ο  χρόνος  εξυπηρέτησης  είναι
ντετερμινιστικός (D)  και θα έχουμε ki το πλήθος servers  που θα είναι ίσος με το πλήθος των containers  που
χρησιμοποιούνται σε κάποια στιγμή. Ο ρυθμός εξυπηρέτησης  (service rate)  θα προκύπτει ανά πάσα στιγμή

από το τύπο μi=200⋅ci
requests

s
, όπου c i  είναι το CPU share. Στα πλαίσια των πειραμάτων το target

response time θα είναι ίσο με Rmax=50 ms . Για τις τιμές βαρών της συνάρτησης ανταμοιβής (2.7) θέτουμε

τις τιμές w res=0.4 , wadp=0.2 , wsla=0.4 .

Για τον DQN πράκτορα χρησιμοποιούνται οι εξής παράμετροι:

• Discount factor: γ=0.95

• Βήματα εκπαίδευσης (training steps): 200,000 

• Βήματα επαλήθευσης (validation steps): 200,000 (ίδια με τα βήματα εκπαίδευσης) + 20,000 επιπλέον
βήματα στα οποία δεν έχει εκπαιδευτεί ο πράκτορας

• Layers του neural network: 3 fully connected layers με 64, 128 και 128 νευρώνες αντίστοιχα

• Experience replay memory: με μέγεθος 60,000 

• Annealing steps (τα βήματα ως προς τα οποία προσαρμόζουμε το  ε  για την ε-greedy exploration):
90,000

• Ρυθμός  μάθησης  (learning  rate): a=0.001 με  χρήση  learning  rate  decay  scheduler
InverseTimeDecay  ώστε  να γίνεται  decay  το  learning  rate  καθώς προχωρά η  εκπαίδευση ώστε  να
φτάσει σε τιμή a≈0.0001

Ο  DQN  agent  θα  έχει  target  networks  και  θα  χρησιμοποιηθεί  η  τεχνική  του  Double  DQN  ώστε  να
σταθεροποιηθεί  η  εκπαίδευση  και  να  έχουμε  καλύτερη  και  πιο  γρήγορη  σύγκλιση.  Επιπλέον,  κάνουμε
διερεύνηση  κατάλληλων  τιμών  για  κάποιες  άλλες  παραμέτρους  με  χρήση  gridsearch.  Συγκεκριμένα,
εξετάζονται οι εξής παράμετροι:

• Βελτιστοποιητές (optimizers): opt∈{Adam ,RMSprop} ([14], [15], [16])

• Batch size: batch∈{1024 ,2048}

• Παράμετρος soft weight update (Polyak): τ∈{0.001,0.01 ,0.1}

Επίσης εξετάζουμε την επίδραση της αλλαγής της αρχιτεκτονικής του  deep neural network  και χρήση ενός
dueling network  όπως αυτό περιγράφηκε στη θεωρία του κεφαλαίου 1. Για τα πειράματα έγινε χρήση του
framework Tensorflow 2.1 [13].
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Σχήμα 2: Workload εφαρμογής για προσομοίωση (train)

Σχήμα 3: Workload εφαρμογής για προσομοίωση (test)
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2.4 Αποτελέσματα

Κάποια  στατιστικά  αποτελέσματα  κατά  τον  γύρω  επαλήθευσης  (validation)  φαίνονται  στους  πίνακες
παρακάτω. Εκτός από τις στήλες “Avg number containers (train)” και “Avg number containers (test)” όλα τα
υπόλοιπα αποτελέσματα είναι ποσοστά επί τοις εκατό (%).

2.4.1 Πείραμα 1

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (2.7) με απλό Double DQN agent. 

run tau q opt batch Avg CPU Util
(train)

Avg CPU Util
(test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 Adam 1024 69.015 68.614 4.376 4.580 56.509 50.000 0.599 0.530
2 0.001 Adam 2048 62.781 62.546 5.789 5.522 53.044 52.887 0.866 0.930
3 0.001RMSprop 1024 68.882 68.473 4.919 4.646 51.128 49.906 0.670 0.665
4 0.001RMSprop 2048 68.850 68.495 5.389 5.613 46.960 40.836 5.507 6.285
5 0.01 Adam 1024 65.382 65.665 2.527 2.382 100.000 100.000 0.711 0.635
6 0.01 Adam 2048 66.996 67.585 2.643 2.602 93.308 89.062 0.729 0.720
7 0.01 RMSprop 1024 67.768 67.700 2.850 2.737 85.379 84.039 0.492 0.400
8 0.01 RMSprop 2048 66.288 68.409 2.637 4.252 94.283 54.809 0.498 0.840
9 0.1 Adam 1024 66.923 66.436 2.719 2.613 90.524 90.000 0.254 0.215

10 0.1 Adam 2048 69.051 67.831 5.813 6.605 41.937 33.588 9.241 7.395
11 0.1 RMSprop 1024 67.169 66.855 2.696 2.597 91.086 90.000 0.508 0.400
12 0.1 RMSprop 2048 69.365 68.985 4.174 4.010 58.321 57.312 0.941 0.995

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  7,  δηλαδή  για

(τ = 0.01, opt = RMSprop, batch = 1024) . Για αυτές τις τιμές υπερπαραμέτρων προκύπτουν τα εξής:
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Σχήμα 4: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 5: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 6: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 7: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 8: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 9: CPU utilization (αριστερά) train set, (δεξιά) test set

2.4.2 Πείραμα 2

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (2.7) με Dueling Double DQN agent. 

run tau q opt batch Avg CPU Util
(train)

Avg CPU Util
(test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 Adam 1024 67.223 68.167 2.742 2.810 89.620 81.687 0.396 0.510
2 0.001 Adam 2048 67.154 66.633 2.619 2.476 93.601 94.607 0.806 0.890
3 0.001RMSprop 1024 67.108 65.441 3.218 2.516 80.325 95.000 0.421 0.340
4 0.001RMSprop 2048 66.280 66.213 2.591 2.481 95.803 95.000 0.695 0.755
5 0.01 Adam 1024 65.633 65.273 2.606 2.518 96.267 95.000 0.326 0.325
6 0.01 Adam 2048 67.879 67.767 2.982 2.885 81.776 80.000 0.587 0.415
7 0.01 RMSprop 1024 66.316 66.497 2.495 2.354 100.000 100.000 1.151 0.890
8 0.01 RMSprop 2048 68.550 68.311 3.414 3.289 71.257 69.818 0.689 0.535
9 0.1 Adam 1024 69.466 68.685 3.383 3.265 70.470 70.000 0.628 0.580

10 0.1 Adam 2048 64.744 64.921 2.567 2.425 100.000 100.000 0.694 0.410
11 0.1 RMSprop 1024 68.627 69.577 3.078 3.686 78.958 61.433 0.753 0.835
12 0.1 RMSprop 2048 67.603 67.345 2.657 2.577 91.713 90.000 0.677 0.580

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  8,  δηλαδή  για

(τ = 0.01, opt = RMSprop, batch = 2048) . Για αυτές τις τιμές υπερπαραμέτρων προκύπτουν τα εξής:
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Σχήμα 10: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 11: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 12: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 13: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 14: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 15: CPU utilization (αριστερά) train set, (δεξιά) test set

2.4.3 Πείραμα 3

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (2.8) με απλό Double DQN agent. 

run tau q opt batch Avg CPU Util
(train)

Avg CPU Util
(test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 Adam 1024 70.755 71.449 3.516 2.409 77.096 90.218 1.856 2.160
2 0.001 Adam 2048 71.881 69.959 5.297 5.899 47.722 41.153 3.023 2.680
3 0.001RMSprop 1024 71.104 69.892 3.868 4.889 66.544 48.549 1.926 1.505
4 0.001RMSprop 2048 72.166 71.768 2.625 2.489 86.081 86.871 1.418 1.405
5 0.01 Adam 1024 69.311 69.079 2.653 2.527 90.072 90.211 1.603 1.810
6 0.01 Adam 2048 72.892 72.565 2.610 2.594 85.826 84.209 1.704 1.930
7 0.01 RMSprop 1024 73.499 73.113 2.802 2.589 80.939 82.775 1.978 1.835
8 0.01 RMSprop 2048 70.175 70.258 2.579 2.440 90.179 90.558 1.498 1.765
9 0.1 Adam 1024 72.509 72.789 3.731 3.199 65.455 70.683 2.232 2.640

10 0.1 Adam 2048 72.935 72.529 3.273 3.001 72.762 75.139 2.080 2.165
11 0.1 RMSprop 1024 71.870 71.531 2.850 2.651 80.587 82.673 2.075 1.785
12 0.1 RMSprop 2048 73.179 72.874 3.455 2.747 70.049 80.215 2.645 2.685

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  4,  δηλαδή  για

(τ = 0.001, opt = RMSprop, batch = 2048) . Για αυτές τις τιμές υπερπαραμέτρων προκύπτουν τα εξής:
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Σχήμα 16: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 17: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 18: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 19: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 20: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 21: CPU utilization (αριστερά) train set, (δεξιά) test set

2.4.4 Πείραμα 4

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (2.8) με Dueling Double DQN agent. 

run tau q opt batch Avg CPU Util
(train)

Avg CPU Util
(test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 Adam 1024 71.532 71.534 4.074 3.273 65.601 76.066 2.126 2.085
2 0.001 Adam 2048 70.741 70.728 2.635 2.411 89.925 91.764 2.161 2.335
3 0.001RMSprop 1024 71.817 71.761 3.623 3.340 69.267 70.603 1.971 2.155
4 0.001RMSprop 2048 72.226 72.420 3.868 3.471 61.751 65.304 2.287 2.000
5 0.01 Adam 1024 72.470 72.314 3.149 2.674 78.381 84.749 2.040 2.260
6 0.01 Adam 2048 72.497 72.029 3.050 2.631 80.096 86.440 2.352 2.510
7 0.01 RMSprop 1024 72.004 72.607 3.801 3.072 66.870 75.447 2.258 2.405
8 0.01 RMSprop 2048 72.269 71.757 2.710 2.512 84.363 86.611 2.194 2.225
9 0.1 Adam 1024 72.403 72.918 4.302 3.515 58.059 66.282 2.442 2.595

10 0.1 Adam 2048 71.528 71.870 3.933 3.399 66.271 71.061 2.049 2.380
11 0.1 RMSprop 1024 72.087 71.974 3.512 2.993 69.876 75.430 1.706 1.835
12 0.1 RMSprop 2048 69.826 70.028 3.508 3.152 74.310 75.879 1.388 1.870

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  11,  δηλαδή  για

(τ = 0.1, opt = RMSprop, batch = 1024) . Για αυτές τις τιμές υπερπαραμέτρων προκύπτουν τα εξής:
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Σχήμα 22: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 23: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 24: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 25: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 26: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 27: CPU utilization (αριστερά) train set, (δεξιά) test set

2.5 Συμπεράσματα

Από τα αποτελέσματα των πειραμάτων γίνεται εμφανές ότι επιτυγχάνεται έλεγχος των πόρων του cluster
τόσο σε πλήθος containers όσο και στο μέγεθος του CPU share με σκοπό τόσο την καλύτερη χρησιμοποιησή
και αξιοποίησή τους αλλά και την αποφυγή των response time violations. Επίσης, σε σύγκριση με τα αντίστοιχα
αποτελέσματα της  model-based  τεχνικής που υλοποιήθηκε από τους  (Rossi et al., 2019)  υπάρχουν αρκετές
βελτιώσεις  ως  προς  τα  αποτελέσματα.  Στην  model-based  τεχνική  το  καλύτερο  ποσοστό  που  επιτεύχθηκε
σχετικά με τις  response time violations  ήταν  2.85%  (στην περίπτωση του χώρου ενεργειών με 9 ενέργειες)
αλλά για τιμές βαρών στη συνάρτηση ανταμοιβών που οδηγούσαν σε μέτρια αξιοποίηση πόρων αφού το CPU
utilization  ήταν στο  60.73%. Στην περίπτωση όπου τα βάρη είχαν τις τιμές  w res= wadp= w sla=0.33 , μια

περίπτωση πιο κοντινή στις τιμές που χρησιμοποιήθηκαν στα παραπάνω πειράματα, το ποσοστό των response
time violations  ήταν σημαντικά πιο υψηλό στο  19.5%  αλλά το  CPU utilization  ήταν αρκετά καλύτερο στο
70.75%.  Η επιτυχία της δικής μας μεθόδου όπως φάνηκε από τα αποτελέσματα των πειραμάτων είναι ότι
είχαμε  αρκετά  υψηλό  CPU  utilization,  μεγαλύτερο  από  67%,  και  πολύ  χαμηλό  ποσοστό  response  time
violations αν και στα πειράματα με τη συνάρτηση ανταμοιβής  (2.8)  παρατηρήθηκε ότι το ποσοστό ήταν πιο
υψηλό από ότι στα πειράματα με τη συνάρτηση (2.7). 
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Κεφάλαιο 3

Μέθοδος P-DQN για horizontal και vertical auto-scaling 
σε discrete-continuous hybrid action space

3.1 Επέκταση σε discrete-continuous hybrid action space

Στο  προηγούμενο  κεφάλαιο  έγινε  χρήση  του  αλγορίθμου  Deep Q-Learning  προκειμένου  να  επιτευχθεί
αποτελεσματικός έλεγχος του μεγέθους του  cluster  (πλήθος δοχείων, οριζόντια ελαστικότητα) αλλά και του
CPU  share  που  είναι  διαθέσιμο  στο  cluster  (κάθετη  ελαστικότητα).  Σε  ό,τι  αφορά  την  κάθετη  αυτόματη
κλιμάκωση όμως θεωρήσαμε προκειμένου να έχουμε διακριτό χώρο ενεργειών (action space) ότι η αύξηση ή
μείωση  του  ποσοστού  CPU  share  θα  είναι  κατά  5%,  δηλαδή  μία  συγκεκριμένη  τιμή.  Φυσικά  αυτή  η
συγκεκριμένη τιμή θα μπορούσε να είναι διαφορετική, θα μπορούσαμε να έχουμε αυξομείωση κατά 10% αντί
για 5%, όμως αυτό που ιδανικά θα επιθυμούσαμε είναι ο ελεγκτής να αποφασίζει κάθε φορά ποια είναι η
ιδανική τιμή. 

Για να το επιτύχουμε αυτό σε αυτό το κεφάλαιο θα μελετήσουμε την επέκταση του αρχικού προβλήματος
σε χώρο ενεργειών που να επιτρέπουν τόσο διακριτές όσο και συνεχείς κινήσεις και θα εφαρμόσουμε τον
αλγόριθμο P-DQN για την επίλυση του προβλήματος βαθιάς ενισχυτικής μάθησης. 

3.1.1 Χώροι καταστάσεων και ενεργειών

Όπως και στο προηγούμενο κεφάλαιο, θα θεωρήσουμε ότι  στο  state space έχουμε πληροφορία για το
πλήθος των containers, το CPU utilization και το CPU share καθώς και 5 παρελθοντικές τιμές για το workload
που δέχεται η εφαρμογή του cluster, δηλαδή το state θα είναι της μορφής

 si=(k i ,u i , c i ,wi−1 ,wi−2 ,wi−3 ,wi−4 ,wi−5) , όπου:

• k i  είναι το πλήθος των containers στη χρονική στιγμή i, με ελάχιστη τιμή το 1 και μέγιστη τιμή το

10
• ui  είναι το CPU utilization στη χρονική στιγμή i

• c i  είναι το CPU Share στη χρονική στιγμή i

• w i−k , k=1,2,3,4,5  είναι το workload στις χρονικές στιγμές (i−k ) , k=1,2,3,4,5

Για το χώρο ενεργειών θα χρησιμοποιηθεί ο χώρος 6 ενεργειών της μορφής :
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A={(∅ ,∅) ,(−1 ,∅) ,(+1 ,∅) ,(∅ , r) ,(−1 , r ),(+1, r )} , 
όπου το r είναι το ποσοστό αύξησης (ή μείωσης) του CPU share και ±1  υποδηλώνει την οριζόντια αύξηση
ή μείωση στο πλήθος των containers. Σημειώνεται ότι ο λόγος που το action space έχει λιγότερες ενέργειες σε
σχέση  με  το  προηγούμενο  κεφάλαιο  είναι  ότι  το  μέγεθος  (σε  απόλυτη  τιμή)  αλλά  και  το  πρόσημο  της
μεταβολής  του  CPU  share  επιλέγονται  από  το  P-DQN  αλγόριθμο  δηλαδή  από  το  νευρωνικό  δίκτυο.  Θα
εξηγηθεί παρακάτω πώς επιτυγχάνεται αυτό.

3.1.2 Συναρτήσεις  ανταμοιβής,  τερματικές  καταστάσεις  και  παράνομες ενέργειες  (illegal
actions)

Θα δοκιμαστούν οι ίδιες συναρτήσεις ανταμοιβής όπως και στο Κεφάλαιο 2 τις οποίες επαναλαμβάνουμε
και παρακάτω.

1. R(s , a , s ')=−w res⋅
(k+a1)⋅(c+a2)

Kmax
−w adp⋅1{vertical _ scaling}−w sla⋅1{ Resp( k+ a1 , u' ,c+a2)>Rmax}   (3.1)

2. R(s , a , s ')=3.0−
(k+a1)⋅(c+a2)

Kmax
−1{vertical _ scaling }−(1−(1−e−8⋅u ')18.5)                   (3.2)

Χρησιμοποιούμε αυτές τις δύο συναρτήσεις για τους λόγους που προαναφέρθηκαν και στο κεφάλαιο 2.
Ακόμη  γίνεται  χρήση,  για  τους  ίδιους  λόγους,  των  τερματικών  καταστάσεων  όπως  παρουσιάστηκαν  στο
προηγούμενο κεφάλαιο.  Όταν  χρησιμοποιούμε  την  ανταμοιβή  (3.1) δεν  ορίζουμε  τερματικές  καταστάσεις
αλλά όταν χρησιμοποιούμε την ανταμοιβή (3.2) ορίζουμε  τερματικές καταστάσεις όταν έχουμε response time
violation ή όταν η ενέργεια που επιλέγεται είναι παράνομη. 

Για τη διαχείριση των παράνομων ενεργειών ισχύουν τα ίδια όπως και στο κεφάλαιο 2, δηλαδή:

1. Για την περίπτωση της συνάρτησης (3.1), αν έχουμε παράνομη ενέργεια τότε θα δίνουμε reward ίσο
με το -1.

2. Για την περίπτωση της συνάρτησης (3.2),  αν έχουμε παράνομη ενέργεια τότε θα δίνουμε reward ίσο
με το 0.

Από τα παραπάνω προκύπτουν οι εξής συναρτήσεις ανταμοιβών:

R(s , a , s ' )={−wres⋅(k+a1)⋅(c+a2)
Kmax

−wadp⋅1{vertical _ scaling}−w sla⋅1{Resp(k+ a1 , u' ,c+a2)>Rmax} ,  if not 1{illegal_action}

−1,  if 1{illegal_action}

(3.3)
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R(s , a , s ')={3.0−
(k+a1)⋅(c+a2)

Kmax
−1{vertical _ scaling }−(1−(1−e−8⋅u ')18.5) ,  if not 1{illegal_action}∨1{terminal_state}

0 ,  if 1{illegal_action}∨1{terminal_state}
(3.4)

3.1.3 P-DQN πράκτορας

Η χρήση  P-DQN  πράκτορα όπως παρουσιάστηκε στο Κεφάλαιο 1 θα μας προσφέρει τη δυνατότητα να
διαχειριζόμαστε το ποσοστό αύξησης ή μείωσης στην περίπτωση κάθετης κλιμάκωσης δυναμικά. Για να το
πετύχουμε αυτό εκτός από νευρωνικό δίκτυο που θα υπολογίζει Q-values θα χρειαστούμε και ένα νευρωνικό
δίκτυο που θα υπολογίζει τις τιμές του r (βλέπε 3.1.1 χώρο ενεργειών). 

Ο χώρος ενεργειών μας έχει συνολικά 6 ενέργειες από τις οποίες οι 3 αφορούν και σε  vertical scaling,
συγκεκριμένα  οι  ενέργειες  αυτές  είναι  οι  {(∅ ,r ) ,(−1 , r) ,(+1 , r)} .  Για  αυτό  το  σύνολο  ενεργειών

επιθυμούμε να υπολογίσουμε την βέλτιστη τιμή μεταβολής r. Για τις υπόλοιπες τρεις ενέργειες, δηλαδή τις

{(∅ ,∅) ,(−1 ,∅) ,(+1 ,∅)} , δεν έχουμε vertical scaling οπότε σε αυτές τις περιπτώσεις η τιμή του r θα

είναι ίση με μηδέν. 

Για τις τρεις ενέργειες που οδηγούν σε κάθετη κλιμάκωση ορίζουμε τρεις συνεχείς παραμέτρους που θα
λαμβάνουν τιμές στο διάστημα  (−1,1)  και  θα υπολογίζονται  από ένα νευρωνικό δίκτυο παραμέτρων

(parameter network).  Το δίκτυο αυτό θα έχει ως είσοδο το διάνυσμα κατάστασης του περιβάλλοντος και ως
έξοδο θα μας δίνει ένα διάνυσμα με τρεις τιμές. Προκειμένου η έξοδος να είναι στο διάστημα (−1,1)  θα

χρησιμοποιηθεί ως συνάρτηση ενεργοποίησης  (activation function)  στην έξοδο η  tanh.  Αφού το  parameter
network  υπολογίσει τις τιμές των παραμέτρων, σύμφωνα με τον αλγόριθμο  P-DQN,  θα γίνει συνένωση του
διανύσματος κατάστασης με το διάνυσμα των παραμέτρων και θα χρησιμοποιηθεί ως είσοδος σε ένα δεύτερο
νευρωνικό δίκτυο το οποίο θα υπολογίσει  τα  Q-values  (Q network)  για τις  6  διακριτές  ενέργειες  και  στη
συνέχεια  θα  επιλέγεται  η  ενέργεια  με  το  μεγαλύτερο  Q-value.  Αν  η  ενέργεια  αυτή  ανήκει  στο  σύνολο
ενεργειών με κάθετη κλιμάκωση, τότε η αντίστοιχη παράμετρος θα επιλέγεται ως τιμή του r. 

3.2 Πειράματα

Για τα πειράματα προσομοίωσης θα χρησιμοποιηθεί workload που προκύπτει από πραγματικά δεδομένα
χρήσης εφαρμογής τα οποία έχουν συλλεχθεί στο “The DEBS 2015 grand challenge”[2], στην περίπτωση των
πειραμάτων αυτά τα δεδομένα έχουν τροποποιηθεί ώστε 30 λεπτά από γεγονότα να επαναλαμβάνονται σε 1
δευτερόλεπτο. [1]
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Για την προσομοίωση θεωρούμε ότι το περιβάλλον μας μοντελοποιείται ως ένα M/D/ki  queue, θεωρώντας
ότι  η  εφαρμογή  δέχεται  M τυχαία  και  ανεξάρτητα  αιτήματα  (requests),  ο  χρόνος  εξυπηρέτησης  είναι
ντετερμινιστικός (D)  και θα έχουμε ki το πλήθος servers  που θα είναι ίσος με το πλήθος των containers  που
χρησιμοποιούνται σε κάποια στιγμή. Ο ρυθμός εξυπηρέτησης  (service rate)  θα προκύπτει ανά πάσα στιγμή

από το τύπο μi=200⋅ci
requests
s

, όπου c i  είναι το CPU share. Στα πλαίσια των πειραμάτων το target

response time θα είναι ίσο με Rmax=50 ms . Για τις τιμές βαρών της συνάρτησης ανταμοιβής (3.3) θέτουμε

τις τιμές w res=0.4 , wadp=0.2 , wsla=0.4 .

Για τον P-DQN πράκτορα χρησιμοποιούνται οι εξής παράμετροι:

• Discount factor: γ=0.95

• Βήματα εκπαίδευσης (training steps): 200,000 

• Βήματα επαλήθευσης (validation steps): 200,000 (ίδια με τα βήματα εκπαίδευσης) + 20,000 επιπλέον
βήματα στα οποία δεν έχει εκπαιδευτεί ο πράκτορας

• Layers του parameter neural network: 3 fully connected layers με 64, 128 και 128 νευρώνες αντίστοιχα

• Layers του Q neural network: 3 fully connected layers με 64, 128 και 128 νευρώνες αντίστοιχα

• Experience replay memory: με μέγεθος 60,000 

• Annealing steps (τα βήματα ως προς τα οποία προσαρμόζουμε το  ε  για την ε-greedy exploration):
90,000

• Ρυθμός μάθησης (learning rate)  του  parameter network: a=0.0001 με χρήση  learning rate decay
scheduler InverseTimeDecay  ώστε να γίνεται  decay  το  learning rate  καθώς προχωρά η εκπαίδευση
ώστε να φτάσει σε τιμή a≈0.00001

• Ρυθμός μάθησης (learning rate)  του Q network: a=0.001 με χρήση learning rate decay scheduler
InverseTimeDecay  ώστε  να γίνεται  decay  το  learning  rate  καθώς προχωρά η  εκπαίδευση ώστε  να
φτάσει σε τιμή a≈0.0001

Ο  P-DQN agent  θα έχει  target  networks  και  θα χρησιμοποιηθεί  η  τεχνική  του  Double  P-DQN  ώστε να
σταθεροποιηθεί  η  εκπαίδευση  και  να  έχουμε  καλύτερη  και  πιο  γρήγορη  σύγκλιση.  Επιπλέον,  κάνουμε
διερεύνηση  κατάλληλων  τιμών  για  κάποιες  άλλες  παραμέτρους  με  χρήση  gridsearch.  Συγκεκριμένα,
εξετάζονται οι εξής παράμετροι:

• Βελτιστοποιητές (optimizers): opt∈{Adam ,RMSprop}  ([14], [15], [16])

• Batch size: batch∈{1024 ,2048}

• Παράμετρος soft weight update (Polyak): (τ param , τ q)∈{(0.001 ,0.01) ,(0.001 ,0.1) ,(0.01 ,0.1)}
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Επίσης εξετάζουμε την επίδραση της αλλαγής της αρχιτεκτονικής του deep neural network και χρήση
ενός dueling network όπως αυτό περιγράφηκε στη θεωρία του κεφαλαίου 1. Για τα πειράματα έγινε
χρήση του framework Tensorflow 2.1 [13].

Σχήμα 1: Workload εφαρμογής για προσομοίωση (train)

Σχήμα 2: Workload εφαρμογής για προσομοίωση (test)
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3.3 Αποτελέσματα

Κάποια  στατιστικά  αποτελέσματα  κατά  τον  γύρω  επαλήθευσης  (validation)  φαίνονται  στους  πίνακες
παρακάτω. Εκτός από τις στήλες “Avg number containers (train)” και “Avg number containers (test)” όλα τα
υπόλοιπα αποτελέσματα είναι ποσοστά επί τοις εκατό (%).

3.3.1 Πείραμα 1

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (3.3) με απλό Double P-DQN agent. 

run
tau

param tau q opt batch
Avg CPU

Util
(train)

Avg CPU
Util (test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 0.01 Adam 1024 69.015 68.784 3.915 3.732 61.304 61.025 0.617 0.680
2 0.001 0.01 Adam 2048 62.712 61.729 3.852 3.576 85.220 88.705 0.736 0.635
3 0.001 0.01 RMSprop 1024 66.222 65.296 5.335 5.296 46.477 45.131 0.423 0.190
4 0.001 0.01 RMSprop 2048 63.883 63.127 6.208 6.245 45.506 42.013 1.085 0.800
5 0.001 0.1 Adam 1024 58.326 57.237 8.941 9.148 32.844 29.625 10.640 9.230
6 0.001 0.1 Adam 2048 65.579 65.903 2.512 2.367 100.000 100.000 0.548 0.480
7 0.001 0.1 RMSprop 1024 36.034 32.590 4.828 5.000 100.000 100.000 0.000 0.000
8 0.001 0.1 RMSprop 2048 67.250 66.794 4.781 3.860 55.943 65.199 0.946 0.690
9 0.001 0.1 Adam 1024 62.790 62.699 2.633 2.503 100.000 100.000 0.225 0.235

10 0.01 0.1 Adam 2048 64.274 64.259 2.570 2.437 100.000 100.000 0.323 0.300
11 0.01 0.1 RMSprop 1024 64.222 64.363 2.558 2.420 100.000 100.000 0.273 0.195
12 0.01 0.1 RMSprop 2048 68.752 69.562 5.328 4.846 45.851 46.535 1.573 1.450

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  1,  δηλαδή  για

(τ param=0.001 , τq=0.01, opt = Adam, batch = 1024) . Για αυτές τις τιμές υπερπαραμέτρων προκύπτουν

τα εξής:
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Σχήμα 3: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 4: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 5: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 6: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 7: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 8: CPU utilization (αριστερά) train set, (δεξιά) test set

3.3.2 Πείραμα 2

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (3.3) με Dueling Double P-DQN agent. 

run tau
param tau q opt batch

Avg CPU
Util

(train)

Avg CPU
Util (test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 0.01 Adam 1024 68.393 68.306 2.849 2.719 84.693 84.305 0.500 0.385
2 0.001 0.01 Adam 2048 60.258 57.856 5.493 5.680 52.336 49.824 0.130 0.065
3 0.001 0.01 RMSprop 1024 62.072 62.088 3.757 3.565 83.454 82.237 0.515 0.450
4 0.001 0.01 RMSprop 2048 66.433 66.449 3.899 3.420 68.444 72.881 0.701 0.435
5 0.001 0.1 Adam 1024 43.362 43.372 5.551 5.334 76.524 76.206 1.008 1.285
6 0.001 0.1 Adam 2048 68.421 68.212 3.920 3.940 63.334 62.343 0.776 0.770
7 0.001 0.1 RMSprop 1024 88.520 88.967 1.000 1.000 100.000 100.000 78.058 77.990
8 0.001 0.1 RMSprop 2048 68.185 67.973 3.060 2.842 79.342 80.218 1.133 1.045
9 0.001 0.1 Adam 1024 69.491 68.752 4.045 3.917 58.849 58.159 0.711 0.655

10 0.01 0.1 Adam 2048 60.363 60.239 2.736 2.601 100.000 100.000 0.137 0.135
11 0.01 0.1 RMSprop 1024 77.521 75.575 2.000 2.000 100.000 100.000 52.214 44.695
12 0.01 0.1 RMSprop 2048 59.689 59.684 3.154 3.392 92.505 77.934 0.449 0.140

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  1,  δηλαδή  για

(τ param=0.001 , τq=0.01, opt = Adam, batch = 1024) . Για αυτές τις τιμές υπερπαραμέτρων προκύπτουν

τα εξής:
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Σχήμα 9: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 10: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 11: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 12: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 13: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 14: CPU utilization (αριστερά) train set, (δεξιά) test set

3.3.3 Πείραμα 3

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (3.4) με απλό Double P-DQN agent. 

run tau
param tau q opt batch

Avg CPU
Util

(train)

Avg CPU
Util (test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 0.01 Adam 1024 71.489 71.300 2.993 2.760 78.368 79.282 2.076 2.150
2 0.001 0.01 Adam 2048 65.600 65.977 3.252 3.005 79.697 81.340 1.157 1.215
3 0.001 0.01 RMSprop 1024 66.894 66.946 6.489 6.339 42.963 40.702 2.083 1.840
4 0.001 0.01 RMSprop 2048 72.156 71.702 2.724 2.561 84.458 85.759 2.223 2.125
5 0.001 0.1 Adam 1024 73.420 73.160 3.615 3.324 65.054 66.625 2.836 2.550
6 0.001 0.1 Adam 2048 67.906 68.082 3.077 2.896 81.012 81.952 1.256 1.455
7 0.001 0.1 RMSprop 1024 69.360 70.400 5.593 4.713 47.279 53.869 1.928 2.115
8 0.001 0.1 RMSprop 2048 57.662 53.990 7.032 7.752 55.132 49.812 1.490 1.280
9 0.001 0.1 Adam 1024 60.202 61.032 5.624 5.089 63.201 66.066 1.796 1.905

10 0.01 0.1 Adam 2048 51.526 50.719 9.997 9.998 32.014 30.864 1.180 0.975
11 0.01 0.1 RMSprop 1024 61.009 59.740 3.490 3.347 82.077 82.416 0.568 0.460
12 0.01 0.1 RMSprop 2048 58.743 56.860 3.760 3.703 75.068 74.346 1.068 0.830

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  4,  δηλαδή  για

(τ param=0.001 , τq=0.01, opt = RMSprop, batch = 2048) .  Για  αυτές  τις  τιμές  υπερπαραμέτρων

προκύπτουν τα εξής:
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Σχήμα 15: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 16: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 17: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 18: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 19: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 20: CPU utilization (αριστερά) train set, (δεξιά) test set

3.3.4 Πείραμα 4

Για αυτό το πείραμα έγινε χρήση της συνάρτησης ανταμοιβής (3.4) με Dueling Double P-DQN agent. 

run tau
param tau q opt batch

Avg CPU
Util

(train)

Avg CPU
Util (test)

Avg
number

containers
(train)

Avg
number

containers
(test)

Avg CPU
Share
(train)

Avg CPU
Share
(test)

SLA
violations

(train)

SLA
violations

(test)

1 0.001 0.01 Adam 1024 63.579 64.703 3.452 3.262 78.722 76.643 0.739 0.990
2 0.001 0.01 Adam 2048 67.308 66.664 3.535 3.583 75.471 71.660 1.482 1.430
3 0.001 0.01 RMSprop 1024 71.836 71.706 2.807 2.587 82.454 84.035 1.582 1.755
4 0.001 0.01 RMSprop 2048 67.724 66.961 5.056 4.843 48.509 48.577 2.371 1.735
5 0.001 0.1 Adam 1024 68.546 68.484 3.049 2.917 80.271 80.339 4.762 4.805
6 0.001 0.1 Adam 2048 48.276 45.941 9.523 9.678 42.823 40.870 9.532 6.195
7 0.001 0.1 RMSprop 1024 74.487 74.492 3.620 3.445 60.988 61.136 4.156 4.140
8 0.001 0.1 RMSprop 2048 70.504 69.825 5.011 4.873 48.556 47.954 2.206 2.365
9 0.001 0.1 Adam 1024 71.606 71.930 3.698 3.194 67.494 72.073 1.963 2.330

10 0.01 0.1 Adam 2048 54.359 53.158 7.872 7.942 38.739 37.174 3.842 3.815
11 0.01 0.1 RMSprop 1024 73.557 72.779 2.843 2.740 78.959 79.047 3.499 3.800
12 0.01 0.1 RMSprop 2048 59.233 59.817 3.559 3.384 85.055 84.114 1.000 1.030

Από  τα  παραπάνω  αποτελέσματα  θα  εστιάσουμε  στο  3,  δηλαδή  για

(τ param=0.001 , τq=0.01, opt = RMSprop, batch = 1024) .  Για  αυτές  τις  τιμές  υπερπαραμέτρων

προκύπτουν τα εξής:
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Σχήμα 21: Workload, αριθμός containers και CPU share, train set (πρώτες 10,000 τιμές)

Σχήμα 22: Workload, αριθμός containers και CPU share, test set (πρώτες 10,000 τιμές)
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Σχήμα 23: Αριθμός containers (αριστερά) train set, (δεξιά) test set

Σχήμα 24: CPU share (αριστερά) train set, (δεξιά) test set

Σχήμα 25: Response time (αριστερά) train set, (δεξιά) test set
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Σχήμα 26: CPU utilization (αριστερά) train set, (δεξιά) test set

3.4 Συμπεράσματα

Τα αποτελέσματα όπως παρουσιάστηκαν παραπάνω δείχνουν ότι η τεχνική αποδίδει  και επιτυγχάνεται
έλεγχος των πόρων και μάλιστα και με ικανοποιητικά υψηλό CPU utilization αλλά και μικρό ποσοστό από SLA
violations. Στο πείραμα 3 είχαμε το χειρότερο ποσοστό για response time violations και αυτό ήταν στο 2.22 %
το οποίο όμως είναι σε παρόμοια επίπεδα με την  DQN προσέγγιση του προηγούμενου κεφαλαίου και είναι
πάλι  καλύτερο  ποσοστό  από  την  προηγούμενη  model-based  προσέγγιση  για  την  οριζόντια  και  κάθετη
κλιμάκωση. Στα πειράματα που έγινε χρήση της συνάρτησης ανταμοιβής  (3.3)  το μέσο  CPU utilization  ήταν
μεγαλύτερο από 68% και στα πειράματα με τη συνάρτηση ανταμοιβής (3.4)  το utilization ξεπέρασε σε μέση
τιμή το 71%. 

Αξίζει  όμως  να  σημειωθεί  ότι  σε  κάποιες  περιπτώσεις  η  σύγκλιση  ήταν  προβληματική.  Παράδειγμα
αποτελεί το πείραμα 1 στο οποίο σε αρκετές περιπτώσεις είχαμε σύγκλιση σε λύση η οποία αγνοούσε εντελώς
την κάθετη κλιμάκωση και είτε διατηρούσε το CPU share σταθερό στο 100% είτε το τοποθετούσε σε κάποια
άλλη τιμή  και  μετά δεν  το προσάρμοζε  καθόλου  και  αντ’  αυτού λάμβανε  αποφάσεις  μόνο για  οριζόντια
κλιμάκωση. Αυτό φυσικά θα μπορούσε να θεωρηθεί και μια εύλογη, υποβέλτιστη λύση στην οποία συνέκλινε
ο αλγόριθμος αλλά θα μπορούσε να οφείλεται  και  σε ένα μειονέκτημα του αλγορίθμου  P-DQN  το οποίο
αναφέρθηκε στην εργασία των (Bester et al.) [4]. Σύμφωνα με αυτούς ο P-DQN αλγόριθμος έχει το πρόβλημα
της “υπερπαραμετροποίησης”, δηλαδή επειδή στον αλγόριθμο όπως παρουσιάστηκε γίνεται χρήση όλων των
συνεχών παραμέτρων για την επιλογή της βέλτιστης διακριτής ενέργειας μπορεί να οδηγούμαστε σε μη καλές
επιλογές. Ανεξάρτητα από το πιθανό πρόβλημα της υπερπαραμετροποίησης ο P-DQN αλγόριθμος φαίνεται να
έδωσε καλές  λύσεις  στο  πρόβλημα της  οριζόντιας  και  κάθετης  αυτοκλιμάκωσης  για  τα  containers  και  αν
λάβουμε υπόψη ότι η σχετική βιβλιογραφία για αλγορίθμους που αντιμετωπίζουν hybrid action spaces είναι
ακόμα αρκετά περιορισμένη από θεωρητική έρευνα κρίνεται χρήσιμη η περαιτέρω μελέτη του προβλήματος
με νέες τεχνικές και αλγορίθμους που μπορεί μελλοντικά να αποτελούν το  state-of-the-art  και να δώσουν
ακόμα καλύτερα αποτελέσματα. 
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Ανακεφαλαίωση και μελλοντική δουλειά

Στα πλαίσια της διπλωματικής εξερευνήθηκαν δύο μέθοδοι προκειμένου να επιτευχθεί οριζόντια και
κάθετη  αυτοκλιμάκωση  σε  ένα  cluster  από  containers  βασιζόμενοι  σε  τεχνικές  βαθιάς  ενισχυτικής
μάθησης. Η πρώτη μέθοδος κάνει χρήση καθαρά διακριτού χώρου ενεργειών για την λήψη αποφάσεων και
βασίζεται στον αλγόριθμο  Deep Q-Learning  μαζί με κάποιες χρήσιμες βελτιώσεις σε αυτόν όπως έχουν
προταθεί σε σχετική βιβλιογραφία. Η δεύτερη μέθοδος στηρίζεται σε ένα μέρος της βιβλιογραφίας σχετικά
με  βαθιά  ενισχυτική  μάθηση  η  οποία  δεν  έχει  μελετηθεί  στο  ίδιο  βάθος,  αυτή  των  υβριδικών  (ή
παραμετροποιημένων)  χώρων  ενεργειών  που  συνδυάζουν  διακριτές  αλλά  και  συνεχείς  ενέργειες  και
εφαρμόστηκε ο αλγόριθμος  P-DQN.  Μελετήθηκε επίσης η επίδραση όταν γίνεται χρήση διαφορετικών
συναρτήσεων ανταμοιβής για να περιγράψουμε στον πράκτορα πόσο καλές θεωρούνται οι  αποφάσεις
που λαμβάνει κάθε στιγμή. Μέσα από τις δοκιμές στο περιβάλλον προσομοίωσης με δεδομένα για φόρτο
εργασίας από πραγματική εφαρμογή φαίνεται ότι και οι δύο μέθοδοι αποδίδουν ικανοποιητικά για την
διαχείρισης της ελαστικότητας του cluster από containers. 

Η μέθοδος με το διακριτό χώρο ενεργειών και το αλγόριθμο DQN έδωσε πολύ καλά αποτελέσματα στον
ταυτόχρονο έλεγχο της οριζόντιας και κάθετης ελαστικότητας και μάλιστα σύμφωνα με παρόμοιες τεχνικές
βασισμένες  σε  απλή  ενισχυτική  μάθηση  η  απόδοσή  της  είναι  ανώτερη.  Ένα  μειονέκτημα  αυτής  της
προσέγγισης  είναι  φυσικά  ότι  η  κάθετη  κλιμάκωση  έχει  συγκεκριμένο  μέγεθος,  στην  περίπτωση  των
πειραμάτων  ±5% .  Φυσικά  θα  μπορούσε  να  μελετηθεί  η  επίδραση  αν  επιλέγονταν  διαφορετικές
τιμές. Το θέμα όμως παραμένει ότι θα έχουμε μία στατική τιμή κάθε φορά. Αυτό ακριβώς τον περιορισμό
θελήσαμε να αντιμετωπίσουμε στην δεύτερη μέθοδο με το υβριδικό χώρο ενεργειών.

Στην μέθοδο για τον υβριδικό χώρο ενεργειών υλοποιήσαμε τον αλγόριθμο  P-DQN  προκειμένου να
καταφέρουμε να έχουμε μεταβαλλόμενη τιμή για την αύξηση, αντίστοιχα μείωση, στην κάθετη κλιμάκωση.
Τα αποτελέσματα που λάβαμε από τα πειράματα είναι ενθαρρυντικά όμως παρατηρείται μια δυσκολία ως
προς  τη  σύγκλιση  για  το  δίκτυο  των  συνεχών  παραμέτρων  αφού  σε  αρκετά  από  τα  πειράματά  μας
παρατηρήσαμε ότι πολλές φορές η πράκτορας απέφευγε εντελώς την κάθετη κλιμάκωση. Δεδομένου ότι η
βιβλιογραφία πάνω σε υβριδικούς χώρους ενεργειών δεν έχει μελετηθεί τόσο αναλυτικά όπως καθαρά
διακριτοί ή καθαρά συνεχείς χώροι θα ήταν σίγουρα ενδιαφέρουσα πορεία έρευνας στο μέλλον η χρήση
άλλων αλγορίθμων πέρα από τον  P-DQN  και η μελέτη τους στο πρόβλημα της οριζόντιας και κάθετης
κλιμάκωσης των containers. 

Ως  προς  την  μελέτη  των  συναρτήσεων  ανταμοιβής  παρατηρήθηκε  και  σε  αυτή  την  περίπτωση
διαφορετική συμπεριφορά των πρακτόρων ανάλογα με τη συνάρτηση που χρησιμοποιήθηκε. Και οι δύο
συναρτήσεις  οδήγησαν  σε  καλά  αποτελέσματα  πράγμα  που  σημαίνει  ότι  ήταν  κατάλληλες  για  την
εκπαίδευση των πρακτόρων.  Όμως όπως είναι γνωστό στη θεωρία της βαθιάς ενισχυτικής μάθησης η
σωστή κατασκευή συνάρτησης ανταμοιβής μπορεί τις περισσότερες φορές να βοηθήσει ένα πράκτορα να
μάθει  πώς  να  αλληλεπιδρά  με  το  περιβάλλον  του  γρηγορότερα  και  με  καλύτερο  τρόπο.  Μια  ακόμη
μελλοντική κατεύθυνση μελέτης λοιπόν θα ήταν και η κατασκευή εναλλακτικών συναρτήσεων ανταμοιβής
που ενδεχομένως να οδηγούν σε ταχύτερη και ακόμα πιο ικανοποιητική σύγκλιση. Αυτές οι συναρτήσεις
ανταμοιβής  θα  μπορούσαν  ακόμα  να  κωδικοποιούν  διαφορετικές  μετρικές  ως  προς  τις  οποίες  ο
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πράκτορας να βελτιστοποιεί τις αποφάσεις που λαμβάνει, για παράδειγμα την εξοικονόμηση ενέργειας ή
κάποια παράμετρο κόστους και τα λοιπά. 

Τέλος,  δεδομένου  ότι  τα  πειράματα  έγιναν  σε  περιβάλλον  προσομοίωσης  αποτελεί  σημαντική
κατεύθυνση μελέτης και η κατασκευή ενός πραγματικού cluster με containers το οποίο θα τρέχει κάποια
εφαρμογή  με  μεταβαλλόμενο  φορτίο  εργασίας.  Πάνω  σε  αυτό  το  cluster  θα  εκπαιδευτεί  αρχικά  ο
πράκτορας και μετά την εκπαίδευση θα πρέπει να επαληθευτεί η λειτουργία του ως προς την απόδοσή
της.  Με  αυτό  το  τρόπο  θα  έχουμε  και  μια  εικόνα  ως  προς  την  απόδοση  ενός  τέτοιου  ελεγκτή  σε
πραγματικό σύστημα. 
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