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Περίληψη

Σε αυτήν τη διπλωματική εργασία μελετάται πώς μπορούμε μέσω Στοχαστικών Διαφορικών

Εξισώσεων να επιλύσουμε προβλήματα στην περιοχή της Μαθηματικής Βελτιστοποίησης.

Στο πρώτο κεφάλαιο βλέπουμε γιατί η κίνηση Brown είναι μία τόσο θεμελιώδης στοχαστική
διαδικασία συνοψίζοντας τέσσερις τρόπους με τους οποίους μπορούμε να την ορίσουμε.

Στο δεύτερο κεφάλαιο βλέπουμε πώς μπορούμε να προσεγγίσουμε το πρόβλημα της ολικής

βελτιστοποίησης (Global Optimization) με την εισαγωγή θορύβου Brown στη μέθοδο της
κλίσης (Gradient Descent). Συγκεκριμένα, μελετάται πώς ο θόρυβος μπορεί να αναγκάσει τη
διαδικασία να αποχωρεί από κρίσιμα σημεία τα οποία έχει επισκεφθεί με στόχο να συνεχίζει

να βρίσκει νέα κρίσιμα σημεία. Παρατηρήθηκε ότι η εξερεύνηση του χώρου επιταχύνεται και

γίνεται πιο ευδιάκριτη όταν χρησιμοποιείται ο αντίστροφος του Εσσιανού της συνάρτησης που

θέλουμε να βελτιστοποιήσουμε στη θέση του συντελεστή διάχυσης.

Στο τρίτο κεφάλαιο αρχικά γίνεται μία ανασκόπηση των κύριων μεθόδων βελτιστοποίησης

μεγάλης κλίμακας και συγκεκριμένα των αλγορίθμων που βασίζονται στη στοχαστική μέθοδο

της κλίσης (Stochastic Gradient Descent). ΄Υστερα δείχνουμε πώς με χρήση μιας Στοχαστικής
Διαφορικής Εξίσωσης (δηλαδή την αριθμητική επίλυση αυτής) μπορούμε να επιταχύνουμε τη

σύγκλιση σε κρίσιμα σημεία αλλά και να δημιουργήσουμε μια σχετική αναισθησία ως προς

το αρχικό σημείο εκκίνησης της μεθόδου (δηλαδή η μέθοδος δεν συγκλίνει απαραίτητα στο

πλησιέστερο κρίσιμο σημείο). Κατ΄ επέκταση λαμβάνουμε μια καλή συμπεριφορά της μεθόδου

όταν αυτή βρεθεί σε «άσχημα» σημεία τα οποία μία μέθοδος χωρίς θόρυβο Brown θα έκανε
πάρα πολύ χρόνο για να «ξεκολλήσει» και τελικώς να συγκλίνει. Επίσης, μελετώνται πρακτικά

ζητήματα όπως πώς μπορούμε να αντιστρέψουμε τον εσσιανό πίνακα με υπολογιστικά ορθό

τρόπο με χρήση του αλγορίθμου των Συζυγών Κλίσεων αλλά και τι μεθόδους βελτιστοποίησης

μπορεί να παράξει ο αλγόριθμος αυτός, ανεξάρτητα με τη χρησιμότητά του για αντιστροφή

πινάκων. Τέλος, βλέπουμε πώς μπορούμε να εκτελέσουμε επιλογή μεταβλητών με χρήση ποινών

στο γραμμικό μοντέλο παλινδρόμησης ως μια εφαρμογή της βελτιστοποίησης μεγάλης κλίμακας.

Ανοιχτά ερωτήματα παραμένούν πώς μπορούμε να εκτελέσουμε ακόμα καλύτερη ολική βελ-

τιστοποίηση με χρήση θορύβου Brown (κεφάλαιο 2) και πώς μπορούμε να επιλέξουμε τις πα-
ραμέτρους στην προτεινόμενη μέθοδο σύγκλισης (κεφάλαιο 3) με κάποιον «βέλτιστο» τρόπο.

Abstract

This dissertation studies how mathematical optimization problems can be solved by using
Stochastic Differential Equations.

In the first chapter, we see why Brownian motion is such a fundamental stochastic process
by summarizing four ways to define it.

In the second chapter, Brownian noise is introduced to the Gradient Descent method
in order to approach the problem of Global Optimization. Specifically, it is studied how
Brownian noise can force the process to leave critical points it has visited to continue finding
new critical points. It was observed that space exploration is accelerated and becomes more
evident if the inverse of the Hessian (of the function we want to optimize) is used as the
diffusion coefficient.

In the third chapter, the main methods of Large-Scale Optimization are reviewed and,
in particular, the algorithms based on the Stochastic Gradient Descent method. Then we
show how a particular Stochastic Differential Equation (its numerical solution in particu-
lar) can accelerate the convergence at critical points and create relative insensitivity to the
initial point of the method (i.e., the method does not necessarily converge to the nearest
critical point). Consequently, we get an advantageous behavior of the proposed method
when the process falls in “bad” situations in which a method without noise would take too
long to escape. Practical issues are also studied, such as how we can invert the Hessian in
a computationally acceptable way using the Conjugate Gradient algorithm and what opti-
mization methods this algorithm can produce, regardless of its utility for inverting matrices.
Finally, as an application of large-scale optimization, we study how variable selection can
be performed in the linear regression model using penalized optimization.
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Questions that remain open are how global optimization can be performed even better
by using Brownian noise (chapter 2) and how we can optimally choose the parameters in
the proposed method (chapter 3).

1 Κίνηση Brown

Η κίνηση Brown είναι μια από τις σημαντικότερες στοχαστικές διαδικασίες συνεχούς χρόνου καθώς

αποτελεί τον κατεξοχήν τρόπο να μοντελοποιήσουμε την τυχαιότητα. Πολλές σημαντικές έννοιες

στα μαθηματικά έχουν πολλαπλούς ορισμούς και η κίνηση Brown δεν αποτελεί εξαίρεση. Θα δούμε

παρακάτω 4 διαφορετικούς ορισμούς της κίνησης Brown. Στους παρακάτω ορισμούς θεωρούμε ότι

W0 = 0 με πιθανότητα 1.

Definition 1. Μια στοχαστική διαδικασία {Wt : t ≥ 0} ορισμένη σε ένα χώρο πιθανότητας
(Ω,F,P) με τιμές στο R λέγεται κίνηση Brown αν ισχύουν τα εξής:

i. Η διαδικασία έχει ανεξάρτητες προσαυξήσεις. Δηλαδή ∀ n ≥ 1 και 0 ≤ t1 < t2 < . . . < tn, οι
τυχαίες μεταβλητές

Wt1 ,Wt2 −Wt1 ,Wt3 −Wt2 , . . . ,Wtn −Wtn−1

είναι ανεξάρτητες.

ii. ∀ 0 ≤ s ≤ t,
Wt −Ws ∼ N(0, t− s).

iii. Με πιθανότητα 1, η συνάρτηση t 7→Wt είναι συνεχής.

Definition 2. Μια στοχαστική διαδικασία {Wt : t ≥ 0} ορισμένη σε ένα χώρο πιθανότητας
(Ω,F,P) με τιμές στο R λέγεται κίνηση Brown αν ισχύουν τα εξής:

i. Η διαδικασία Wt είναι Γκαουσιανή (δηλαδή, κάθε κατανομή πεπερασμένη διάστασης ακολουθεί

κανονική κατανομή).

ii. ∀ t, s ≥ 0 ισχύει
E[Ws ] = 0, E[WsWt ] = min{t, s}.

iii. Με πιθανότητα 1, η συνάρτηση t 7→Wt είναι συνεχής.

Στο παρακάτω θεώρημα βλέπουμε ότι η κίνηση Brown είναι η γενίκευση στο συνεχές του τυχαίου

περιπάτου.

Theorem 1. Donsker ΄Εστω X1, X2, . . . μια ακολουθία ανεξάρτητων και ισόνομων τυχαίων με-
ταβλητών ορισμένες σε ένα χώρο πιθανότητας (Ω,F,P) με μέση τιμή 0 και διασπορά 1. Ορίζουμε
την στοχαστική διαδικασία διακριτού χρόνου Sn:

S0 = 0, Sn =

n∑
j=1

Xj , n ≥ 0.

Ορίζουμε μια στοχαστική διαδικασία συνεχούς χρόνου με συνεχείς τροχιές ως την γραμμική πα-

ρεμβολή ενός κατάλληλου τυχαίου περιπάτου:(
1√
n
S[nt] + (nt− [nt])

1√
n
X[nt]+1

)
t,n

.

Τότε, η παραπάνω διαδικασία συγκλίνει ασθενώς καθώς n→∞ σε μία διαδικασία Wt που καλούμε

κίνηση Brown.
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Για τη συνέχεια θα χρειαστούμε το παρακάτω θεώρημα.

Theorem 2. Karhunen-Loève1
΄Εστω μια L2

στοχαστική διαδικασία {Xt, t ∈ [0, 1]} με μέσο
0 και συνεχή συνάρτηση συσχέτισης R(t, s) ≡ E[XtXs]. ΄Εστω {λn, en(t)}∞n=1 οι ιδιοτιμές και τα

ιδιοδιανύσματα του τελεστή

Rf ≡
1∫

0

R(t, s)f(s) ds : L2[0, 1]→ L2[0, 1].

Τότε,

Xt =
∞∑
n=1

ξnen(t), t ∈ [0, 1]

όπου ξn =
1∫
0

Xten(t) dt, E[ξn] = 0, E[ξnξm] = λδnm. Η σειρά συγκλίνει ομοιόμορφα ως προς t

στον L2
στην Xt.

Το ανάπτυγμα Karhunen-Loève για Γκαουσιανές L2
διαδικασίες μπορεί να απλουστευτεί. ΄Εστω Xt

μια Γκαουσιανή διαδικασία με συνεχή συνάρτηση συσχέτισης R(t, s) ≡ E[XtXs]. Τότε οι τυχαίες

μεταβλητές {ξk}∞k=1 είναι κανονικά κατανεμημένες, αφού ορίζονται από ένα χρονικό ολοκλήρωμα

μιας Γκαουσιανής διαδικασίας. Επιπλέον, αφού είναι κανονικά κατανεμημένες και ασυσχέτιστες, θα

είναι και ανεξάρτητες. Επομένως, το ανάπτυγμα Karhunen-Loève γίνεται

Xt =
∞∑
k=1

√
λkξkek(t)

όπου {ξk}∞k=1 είναι ανεξάρτητες και N(0, 1) τυχαίες μεταβλητές.

Για την κίνηση Brown έχουμε R(t, s) = min{t, s} και το πρόβλημα ιδιοτιμών

Rψn = λnψn

γίνεται

1∫
0

min{t, s}ψn(s) ds = λnψn(t).

Το 0 δεν μπορεί να είναι ιδιοτιμή επομένως λn > 0 και θέτοντας t = 0 λαμβάνουμε ψn(0) = 0. ΄Αρα

το πρόβλημα ιδιοτιμών γράφεται

t∫
0

sψn(s) ds+ t

1∫
t

ψn(s) ds = λnψn(t)

παραγωγίζοντας λαμβάνουμε

1∫
t

ψn(s) ds = λnψ
′
n(t).

Θέτουμε t = 1 και λαμβάνουμε ψ′n(1) = 0. Παραγωγίζοντας ξανά έχουμε

−ψn(t) = λnψ
′′
n(t).

1
Η απόδειξη μπορεί να βρεθεί στο [2].
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΄Αρα πρέπει να λύσουμε το Sturm-Liouville πρόβλημα:

−ψn(t) = λnψ
′′
n(t), ψn(0) = ψ′n(1) = 0.

Τελικώς,

ψn(t) =
√

2 sin

(
1

2
(2n− 1)πt

)
, λn =

(
2

(2n− 1)π

)2

και άρα η Karhunen-Loève αναπαράσταση της κίνησης Brown είναι

Wt =
√

2

∞∑
n=1

ξn
2

(2n− 1)π
sin

(
1

2
(2n− 1)πt

)
.

Το παραπάνω αποτελεί τον 4ο «ορισμό» της κίνησης Brown. Βλέπουμε ότι τελικώς η κίνηση Brown
είναι μία σειρά από τυποποιημένες κανονικές κατανομές η οποία περιέχει τον αριθμό π αλλά και μία

άλλη σειρά σε κάθε όρο του αθροίσματος, την ημίτονο.

6



2 Διαδικασία διάχυσης για εξερεύνηση χώρου

Η διαφορική εξίσωση που πρέπει να επιλυθεί για την εύρεση του σημείου ελαχίστου μιας συνεχώς

διαφορίσιμης συνάρτησης F (x) : Rd → R είναι

dx(t)

dt
= −∇F (x(t)). (1)

Μια διακριτοποίηση του άνω δίνεται από

xk+1 = xk − ak∇F (xk),

δηλαδή ο γνωστός αλγόριθμος καθόδου. Βεβαίως, ο άνω αλγόριθμος συγκλίνει σε κρίσιμα σημεία,

δηλαδή σε σημεία για τα οποία ισχύει ∇F (x∗) = 0. Επομένως, εν γένει δεν μπορούμε να ξέρουμε

αν ο αλγόριθμος έχει συγκλίνει για παράδειγμα σε ένα τοπικό ελάχιστο και όχι στο ολικό ελάχιστο.

Το πρόβλημα της ολικής βελτιστοποίησης, δηλαδή το πρόβλημα εύρεσης του ολικού ελαχίστου, είναι

ένα άλυτο πρόβλημα για το οποίο έχουν εφευρεθεί διάφορες μεθόδοι για την προσέγγισή του. ΄Ενας

τρόπος είναι να μετατρέψουμε το δυναμικό σύστημα (1) σε μία Στοχαστική Διαφορική Εξίσωση

(ΣΔΕ) προσθέτοντας θόρυβο

dX(t)

dt
= −∇F (X(t)) + σ(t,X(t)) ξ(t) (2)

όπου σ(t,X(t)) : R × Rd → Rd×d καλείται συντελεστής διάχυσης, και με ξ(t) συμβολίζουμε τη

«παράγωγο»
dW
dt στον Rd, δηλαδή μια γενικευμένη Γκαουσιανή διαδικασία με μέσο 0 και συνάρτηση

αυτοσυσχέτισης

E[ξi(t)ξj(s)] = δi,jδ(t− s), i, j = 1, . . . , d.

Συμβολικά μπορούμε να γράψουμε

dXt = −∇F (Xt) dt+ σ(t,Xt) dWt, W κίνηση Brown σε d διαστάσεις. (3)

Με την παραπάνω διαδικασία επιδιώκουμε να αναγκάσουμε τη διαδικασία να ξεφεύγει από κάθε

κρίσιμο σημείο στο οποίο έχει συγκλίνει και ύστερα να συνεχίζει συγκλίνοντας σε ένα νέο κρίσι-

μο σημείο. Επομένως, ονομάζουμε μία τέτοια διαδικασία εξερεύνηση χώρου. Η ΣΔΕ (3) μπορεί

να επιλυθεί με κάποια αριθμητική μέθοδο άμεση (πχ. Euler Maruyama) ή έμμεση. Ο συντελε-

στής διάχυσης καθορίζει την ένταση του θορύβου και παίζει καθοριστικό ρόλο για μία επιτυχημένη

εξερεύνηση χώρου. Η λύση της (3), αν εκκινούμε από X0 = x, είναι

Xt = x−
t∫

0

∇F (Xs) ds+

t∫
0

σ(s,Xs) dWs, t ∈ [0, T ] (4)

όπου το δεύτερο ολοκλήρωμα είναι ένα στοχαστικό ολοκλήρωμα Itô . Θα ορίσουμε τώρα τι καλούμε

ως αυστηρή λύση της (3). Υποθέτουμε ότι η συνάρτηση σ(s,Xs) : [0, T ] × Rd → Rd×d είναι

μετρήσιμη με τη σ-άλγεβρα Borel και με Ft συμβολίζουμε τη διήθηση που παράγει η κίνηση Brown
Wt, δηλαδή τη σ-άλγεβρα η οποία καθιστά τη συνάρτηση Wt να είναι τυχαία μεταβλητή σε έναν

αρχικό χώρο πιθανότητας (Ω,F,P).

Definition 3. Μια διαδικασία Xt ορισμένη σε έναν χώρο πιθανότητας (Ω,F,P) καλείται ισχυρή
λύση της (3) αν:

i. Η Xt είναι σχεδόν παντού συνεχής και προσαρμοσμένη στη διήθηση Ft.
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ii.
t∫

0

‖∇F (Xs)‖ ds <∞ και σ(·, X·) ∈ L2
(
(0, T );Rd×d

)
σχεδόν παντού.

iii. Για κάθε t ≥ 0, ισχύει σχεδόν βεβαίως

Xt = x−
t∫

0

∇F (Xs) ds+

t∫
0

σ(s,Xs) dWs, X0 = x.

Definition 4. Λέμε ότι η ισχυρή λύση Xt της (3) είναι μοναδική αν για κάθε άλλη ισχυρή λύση

Yt της (3) ισχύει
Xt = Yt, ∀ t σχεδόν βεβαίως.

Proposition 3. Υποθέτουμε τα εξής: Υπάρχει σταθερά C > 0 τέτοια ώστε ∀x ∈ Rd, ∀t ∈ [0, T ]
ισχύουν

‖∇F (x)‖+ ‖σ(t, x)‖F ≤ C(1 + ‖x‖), ∀x ∈ Rd, t ∈ [0, T ]

(ή, ισοδύναμα, αν ∇F (x) και σ(t, x) είναι ολικά Lipschitz, τότε υποθέτουμε ότι οι συναρτήσεις
‖∇F (0)‖ και ‖σ(t, 0)‖F είναι φραγμένες.)
και

‖∇F (x)−∇F (y)‖+ ‖σ(t, x)− σ(t, y)‖F ≤ C|x− y|, ∀x, y ∈ Rd, t ∈ [0, T ].

Τότε, η εξίσωση (3) έχει ισχυρή μοναδική λύση.

Theorem 4. Υποθέτουμε ότι ικανοποιούνται οι υποθέσεις της παραπάνω πρότασης και επιπλέον ότι
η αρχική συνθήκη X0 = x είναι τυχαία μεταβλητή ανεξάρτητη από την κίνηση Brown και

E‖x‖2 <∞.

Τότε η ΣΔΕ (3) έχει ισχυρά μοναδική λύση Xt και επιπλέον

E

 t∫
0

‖Xs‖2 ds

 <∞, ∀ t > 0.

Γενικώς, μία λύση Xt της ΣΔΕ (3) είναι μια Μαρκοβιανή διαδικασία. Διαισθητικά αυτό

σημαίνει ότι οι πιθανές τιμές της X σε μία χρονική στιγμή t ≥ s εξαρτώνται μόνο από την τιμή

της στο χρόνο s, Xs, και όχι από όλη τη τροχιά της διαδικασίας μέχρι τον χρόνο s. Δηλαδή

φορμαλιστικά

P (Xt ∈ Γ|Fs) = P (Xt ∈ Γ|Xs) , ∀Γ ∈ B(Rd).

Ειδικότερα, η διαδικασία είναι και χρονικά ομοιογενής αφού οι πιθανότητες μετάβασης της Xt

εξαρτώνται μόνο από αυτούσιες χρονικές μεταβολές και όχι από τους χρόνους αυτούς καθ΄ αυτούς,

δηλαδή μας ενδιαφέρει σε πόσο χρόνο κάνει η διαδικασία να πάει από ένα διάστημα σε ένα άλλο και

όχι σε ποιες χρονικές στιγμές θα γίνει αυτό, δηλαδή

P (Γ, t|x, s) ≡ P (Xt ∈ Γ|Xs = x) = P (Xt−s ∈ Γ|X0 = x) .

Επιπλέον, χρησιμοποιώντας ιδιότητα πύργου των σ-αλγεβρών μπορούμε να δείξουμε ότι η παραπάνω

πιθανότητα ισούται με

P (Γ, t|x, s) =

∫
Rd
P (Γ, t|y, u) P (dy, u|x, s) .

8



Η παραπάνω σχέση καλείται εξίσωση Chapman-Kolmogorov και ουσιαστικά μας λέει ότι η με-

τάβαση από το x στο Γ μπορεί να γίνει με όλους τις ενδιάμεσους πιθανούς τρόπους, από το x σε

όλα τα πιθανά y και ύστερα στο Γ.

Προσθέτωντας και τη συνέχεια των τροχιών, συμπεραίνουμε ότι η λύση Xt είναι τελικώς μια

διαδικασία διάχυσης. Αφού είναι διαδικασία διάχυσης μπορούμε να μιλάμε για τον γεννήτορα

L της διαδικασίας X. Οι εξισώσεις Chapman-Kolmogorov μας υποδεικνύουν ότι η διαδικασία X
μπορεί να περιγραφεί με μία μονοπαραμετρική οικογένεια γραμμικών τελεστών P με τις εξής ιδιότητες

P0 = I, Pt+s = Ps ◦ Pt ∀ t, s ≥ 0.

Τελικώς, αν f ∈ Cb
(
Rd
)
τότε η αναμενόμενη τιμή της {f(Xt)|X0 = x} είναι ο γραμμικός τελεστής

που ψάχνουμε. Δηλαδή

(Ptf)(x) ≡ E (f(Xt)|X0 = x) =

∫
Rd
f(y)P (t, x, dy) .

Υποθέτοντας ότι Ptf ∈ Cb
(
Rd
)
τότε ορίζουμε τον γεννήτορα της X ως

Lf ≡ lim
t→0

Ptf − f
t

και μπορούμε να γράψουμε

Pt = etL.

Θέτουμε

u(t, x) ≡ (Ptf)(x) = E (f(Xt)|X0 = x)

και έχουμε

∂u

∂t
=
d(Ptf)

dt
=

d

dt
(etLf) = L(etLf) = LPtf = Lu

και

u(x, 0) = P0f(x) = f(x).

Επομένως

∂u

∂t
= Lu, u(x, 0) = f(x) (5)

Η παραπάνω εξίσωση καλείται Backward Kolmogorov Equation και ουσιαστικά υποδεικνύει

ότι παρά την τυχαιότητα της διαδικασίας X, οι μέσες τιμές αυτής επαληθεύουν μια ντετερμινιστική

διαφορική εξίσωση.

΄Εστω P ∗t να είναι L2-adjoint του Pt, τότε ο P ∗t δρα σε μέτρα πιθανότητας

P ∗t µ =

∫
Rd

P (Xt ∈ Γ|X0 = x) dµ(x) =

∫
Rd
P (Γ, t|x) dµ(x)

και P ∗t µ είναι πάλι μέτρο πιθανότητας. Επιπλέον,

P ∗t = etL
∗

όπου L∗ είναι ο L2-adjoint του L. Αν X0 ∼ µ τότε

µt ≡ P ∗t µ
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το οποίο καλείται νόμος της διαδικασίας X. Τελικώς, ισχύει επίσης

∂µt
∂t

= L∗µt, µ0 = µ. (6)

Και αν υποθέσουμε ότι η αρχική κατανομή µ και ο νόμος µt έχουν πυκνότητα ως προς το μέτρο

Lebesgue, ρ0, ρ αντίστοιχα, έχουμε

∂ρt
∂t

= L∗ρt, ρ(y, 0) = ρ0(y). (7)

Η παραπάνω εξίσωση καλείται Forward Kolmogorov Equation και μας δείχνει ότι ουσιαστικά

ο νόμος της διαδικασίας προκύπτει ως λύση μιας ντετερμινιστικής διαφορικής εξίσωσης.

Οι γεννήτορες τελεστές L και L∗ μπορούν να προσδιορισθούν, συγκεκριμένα αν Σ = σσT

έχουμε

Backward Kolmogorov Equation

u(t, x) = E (f(Xt)|X0 = x)

∂u

∂t
= Lu, u(x, 0) = f(x)

Lu = −∇F (x)T∇xu+
1

2

n∑
i,j

Σi,j(x)
∂2u

∂xi∂xj
= −∇F (x)T∇xu+

1

2
Σ(x) : Hu (8)

όπου Hu ο εσσιανός του u ως προς x.

Forward Kolmogorov Equation

∂p

∂t
= L∗p, p(x, 0) = δ(x) ή ρ0(x) (initial distribution)

p(y, t) : transition probability density, p(y, t) ≡
∫
p(y, t|x)δ(x)dx ή με ρ0(x)

L∗p = ∇Ty (∇F (y)p) +
1

2

n∑
i,j

∂2

∂yi∂yj
(Σi,j(y)p) .

Επιπλέον, ισχύουν

P [Xt ∈ Γ] =

∫
Γ

p(y, t)dy

E[f(Xt)] =

∫
f(y)p(y, t)dy.

΄Εχει νόημα επίσης να αναφερθούμε σε εργοδικές διαδικασίες. Μια διαδικασία καλείται

εργοδική όταν ισχύει το εξής

lim
T→∞

1

T

T∫
0

f(Xs) ds =

∫
f(x)µ(dx) ≡ Eµ[f ]
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όπου µ είναι η αναλλοίωτη κατανομή της X, δηλαδή είναι τέτοια ώστε

lim
t→∞

P ∗t µ0 = µ, X0 ∼ µ0

και ουσιαστικά η αναλλοίωτη κατανομή είναι η κατανομή που περιγράφει τη μακροχρόνια συμπερι-

φορά της X. Για την εύρεση της αναλλοίωτης κατανομής πρέπει να γίνει επίλυσης της

P ∗t µ = µ

ή

L∗ρ = 0

και μόνο αν υπάρχει μοναδική λύση, η X θα είναι εργοδική.

Θα μας ενδιέφερε να υπολογίσουμε τον μέσο χρόνο που χρειάζεται για τη διαδικασία διάχυσης

να ξεφύγει από ένα κρίσιμο σημείο ώστε ύστερα να εντοπίσει ένα άλλο. Ξαναβλέπουμε την εξίσωση

(3):

dXt = −∇F (Xt) dt+ σ(t,Xt) dWt, X0 = x. (9)

Συγκεκριμένα, θέλουμε να υπολογίσουμε τον μέσο χρόνο που χρειάζεται η διαδικασία για να εγκα-

ταλείψει ένα διάστημα δεδομένου ότι ξεκινάει από ένα σημείο που βρίσκεται σε αυτό το διάστημα.

΄Εστω D ⊂ Rd ένα φραγμένο σύνολο με λείο σύνορο. Ορίζουμε τον χρόνο πρώτης εξόδου

από το σύνολο D:

τxD = inf{t ≥ 0 : Xx
t /∈ D}, Xx

0 = x ∈ D

ο οποίος είναι χρόνος διακοπής, δηλαδή μπορούμε να γνωρίζουμε αν τxD ≤ t έχοντας μόνο την

πληροφορία (την τροχιά της X) έως και τον χρόνο t. Ουσιαστικά η τυχαία μεταβλητή τxD είναι

προσαρμοσμένη στην διηθηση {Ft}t. Ο μέσος όρος του χρόνου πρώτης εξόδου δίνει τον μέσο

χρόνο εξόδου:

τ(x) ≡ E txD = E (inf{t ≥ 0 : Xx
t /∈ D}|Xx

0 = x) .

Το παρακάτω θεώρημα συνδέει τον γεννήτορα της X και μας υποδεικνύει τη συνήθης διαφορική

εξίσωση που ικανοποιεί ο μέσος χρόνος εξόδου.

Theorem 5. Ο μέσος χρόνος εξόδου λύνει το παρακάτω πρόβλημα συνοριακών τιμών:

Lτ = −1, x ∈ D

τ = 0, x ∈ ∂D

όπου L είναι ο γεννήτορας της X και δίνεται από τη σχέση (8).

Ο γεννήτορας για τη διαδικασία (9) είναι

Lτ(x) = −∇F (x)T∇xτ(x)+
1

2

n∑
i,j

Σi,j(x)
∂2τ(x)

∂xi∂xj
= −∇F (x)T∇xτ(x)+

1

2
Σ(x) : Hτ(x), Σ = σσT ∈ Rd×d.

Ας υποθέσουμε ότι βρισκόμαστε στις μία διαστάσεις d = 1 τότε

Lτ(x) = −dF (x)

dx

dτ(x)

dx
+

1

2
Σ(x)

d2τ(x)

dx2
, Σ = σ2.

Τότε η λύση της Lτ(x) = −1 σε ένα διάστημα D = (a, b) δίνεται

τ(x) = −2

x∫
a

e−ψ(Z) dz

z∫
a

eψ(y)

Σ(y)
dy+ c1

x∫
a

e−ψ(y) dy+ c2, ψ′(x) ≡ −2
F ′(x)

Σ(x)
, x ∈ [a, b]. (10)
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Οι σταθερές c1, c2 προσδιορίζονται από τις συνοριακές συνθήκες. Αν για παράδειγμα το a είναι

το σημείο εκκίνησης της διαδικασίας από το οποίο θέλουμε να αποχωρήσουμε τότε θα έχουμε

ανακλώμενη συνθήκη στο a, δηλαδή η παράγωγος της τ(x) θα είναι 0 στο a. Το b υποθέτουμε ότι

είναι ένα σημείο δεξιότερα από ένα κρίσιμο σημείο στο οποίο θέλουμε να φτάσουμε και η συνοριακή

συνθήκη θα είναι τ(b) = 0. Σε αυτή την περίπτωση έχουμε c1 = 0 αφού τ ′(x)|x=a = 0 και επειδή

τ(b) = 0 έχουμε

c2 = 2

b∫
a

e−ψ(z) dz

z∫
a

eψ(y)

Σ(y)
dy

και άρα

τ(x) = 2

b∫
x

e−ψ(z) dz

z∫
a

eψ(y)

Σ(y)
dy, x ∈ [a, b]. (11)

Περισσότερες πληροφορίες για τα παραπάνω μπορούν να βρεθούν στο [2] και στο [3].

2.1 Σταθερός συντελεστής διάχυσης σε μία διάσταση

΄Εστω μία συνάρτηση F : R→ R συνεχώς παραγωγίσιμη με πολλαπλά κρίσιμα σημεία. Επιλέγουμε

σταθερό συντελεστή διάχυσης β > 0 στην εξίσωση (3) με στόχο να εξερευνήσουμε το χώρο.

dXt = −F ′(Xt) dt+ β dWt, W κίνηση Brown. (12)

Ας εξετάσουμε για παράδειγμα τη συνάρτηση

F (x) = x4 − x3 − x2

η οποία έχει ένα τοπικό ελάχιστο στο −0.42, ένα τοπικό μέγιστο στο 0, και ένα ολικό ελάχιστο στο

1.17

Σχήμα 1: F (x)
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Η διακριτοποίηση Euler-Maruyama της (12) μας δίνει

Xk+1 = Xk − F ′(Xk) ∆t+ β
√

∆tZk, Zk ∼ N(0, 1)

όπου ∆t είναι η λεπτότητα μιας ομοιόμορφης διαμέρισης του διαστήματος. Ξεκινάμε την επίλυση

από X0 = −1 και επιλέγουμε λεπτότητα ∆t = 0.05, συντελεστή διάχυσης β = 0.3 και κάνουμε

2000 επαναλήψεις του ως άνω αριθμητικού σχήματος.

Σχήμα 2: Euler-Maruyama

Είναι εμφανές ότι η διαδικασία αρχικά δαπανά κάποιο χρόνο κοντά στο τοπικό ελάχιστο (X =
−0.42), ύστερα διαπερνά τελείως το ενδιάμεσο τοπικό μέγιστο και τέλος δαπανά τον υπόλοιπο

χρόνο στο ολικό ελάχιστο (X = 1.17).

Μπορούμε να υπολογίσουμε τον αναμενόμενο χρόνο που απαιτείται από τη διαδικασία να μεταβεί

από το X0 = −1 στο ολικό ελάχιστο X = 1.17. Επομένως, θα πρέπει να λύσουμε το πρόβλημα

συνοριακών τιμών

Lτ(x) = −1, x ∈ (−1, 1.17)

και

τ ′(−1) = 0, τ(1.17) = 0.

Η λύση είναι η εξίσωση (11):

τ(x) =
2

β2

1.17∫
x

e
2
β2
F (z)

dz

z∫
−1

e
− 2
β2
F (y)

dy, β = 0.3, x ∈ [−1, 1.17].

Επίσης, η διαδικασία (12) είναι εργοδική
2
και η συνάρτηση πυκνότητας πιθανότητας που περι-

γράφει τη μακροχρόνια συμπεριφορά της X είναι

ρs(x) =
1

Z
e−β F (x), Z σταθερά κανονικοποίησης.

2
Η απόδειξη βρίσκεται στο [2].
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Διαισθητικά είναι λογικό η διαδικασία αυτή να είναι εργοδική καθώς μακροχρόνια οι τροχιές της X
θα ξοδεύουν τον περισσότερο χρόνο τους ταλαντεύοντας ανάμεσα στα κρίσιμα σημεία.

2.2 2η παράγωγος για συντελεστή διάχυσης σε μια διάσταση

Μπορούμε αντί για σταθερό συντελεστή διάχυσης να δοκιμάσουμε τον όρο

1

F ′′(x)
.

Επομένως η εξίσωση διάχυσης θα είναι

dXt = −F ′(Xt) dt+
1

F ′′(Xt)
dWt, W κίνηση Brown.

Για παράδειγμα, για τη συνάρτηση

F (x) = x4 − x3 − x2

και για επιλογές X0 = −1, ∆t = 0.005 κάνουμε 2000:

Σχήμα 3: Euler-Maruyama

Φαίνεται ότι η διαδικασία δαπανά χρόνο και στα 3 κρίσιμα σημεία.

Ο αναμενόμενος χρόνος άφιξης στο ολικό ελάχιστο είναι ο τύπος (11) για

Σ(x) =
1

F ′′(x)2

δηλαδή

τ(x) = 2

∫ 1.17

x
e−ψ(z)dz

∫ z

−1
F ′′(y)2 eψ(y)dy, ψ′(x) = −2F ′(x)F ′′(x), x ∈ [−1, 1.17].
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2.3 Σταθερός συντελεστής διάχυσης σε δύο διαστάσεις

΄Εστω μία συνάρτηση F : R2 → R συνεχώς παραγωγίσιμη με πολλαπλά κρίσιμα σημεία. Επιλέγουμε

σταθερό συντελεστή διάχυσης β > 0 στην εξίσωση (3) με στόχο να εξερευνήσουμε το χώρο.

dXt = −∇F (Xt) dt+ β I2 dWt, W κίνηση Brown σε 2 διαστάσεις (13)

όπου I2 είναι ο μοναδιαίος πίνακας. ΄Εστω η συνάρτηση

F (x, y) = x4 + 3y4 − 4xy + 1

η οποία έχει ένα σάγμα στο (0, 0), και ολικά ελάχιστα στα (−0.8716,−0.6623), (0.8716, 0.6623) τα

οποία αντιστοιχούν στο ίδιο ελάχιστο. Παρακάτω βλέπουμε το διάγραμμα ισοϋψών καμπυλών της

F :

Σχήμα 4: Ισοϋψείς καμπύλες

Το αριθμητικό σχήμα της (13) είναι

Xk+1 = Xk −
∂F

∂x
(Xk) ∆t + β

√
∆t Zk

Yk+1 = Yk −
∂F

∂y
(Yk) ∆t + β

√
∆t Ẑk

Zk, Ẑk ∼ N(0, 1), ανεξάρτητες.

Ξεκινάμε από το σημείο (−2,−2) και επιλέγουμε λεπτότητα ∆t = 0.01, συντελεστή διάχυσης β = 1
και εκτελούμε 2000 επαναλήψεις.
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(αʹ) X (βʹ) Y

Σχήμα 5: Τροχιές των X,Y

Η διαδικασία ξοδεύει χρόνο και στα δύο ελάχιστα της ενώ το σάγμα δεν το «παρατηρεί».

2.4 Εσσιανός για συντελεστή διάχυσης

Μπορούμε να γενικεύσουμε τη μέθοδο της παραγράφου (2.2) έχοντας τον αντίστροφο του εσσιανού

ως συντελεστή διάχυσης πολλαπλασιασμένο με μία σταθερά β. ΄Εστω μία συνάρτηση F : Rd → R
συνεχώς παραγωγίσιμη με πολλαπλά κρίσιμα σημεία.

dXt = −∇F (Xt) dt+ βH−1
t dWt, W κίνηση Brown σε d διαστάσεις. (14)

΄Εχουμε

Σ(x) = β2 H−2
t

και ο γεννήτορας για τη διαδικασία (14) είναι

Lτ(x) = −∇F (x)T∇xτ(x)+
1

2

n∑
i,j

Σi,j(x)
∂2τ(x)

∂xi∂xj
= −∇F (x)T∇xτ(x)+

1

2
Σ(x) : Hτ(x), Σ = σσT ∈ Rd×d.

Μελετάμε το παράδειγμα της συνάρτησης

F (x, y) = x4 + 3y4 − 4xy + 1.

Ξεκινάμε από το (−2,−2) και επιλέγουμε ∆t = 0.001, β = 6 ενώ κάνουμε 2000 επαναλήψεις, και

έχουμε
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(αʹ) X (βʹ) Y

Σχήμα 6: Τροχιές των X,Y

Γενικώς, το πλεονέκτημα χρησιμοποίησης του αντίστροφου του εσσιανού για εξερεύνηση του

χώρου είναι ότι προσδίδει μια μεγαλύτερη «ομαλότητα» στη διαδικασία όταν αυτή βρίσκεται κοντά σε

ένα κρίσιμο σημείο. ΄Οπως φαίνεται και από τα παραπάνω γραφήματα η διαδικασία έχει «μικρότερα

σκαμπανεβάσματα» κοντά στα κρίσιμα σημεία όταν χρησιμοποιείται ο αντίστροφος του εσσιανού.

Επιπλέον, συνήθως η εξερεύνηση γίνεται πιο γρήγορα. Το παρακάτω παράδειγμα είναι ενδεικτικό.

Εργαζόμαστε με τη συνάρτηση

F (x, y) = x sin(y) + 2y cos(x)

η οποία έχει πολλαπλά κρίσιμα σημεία τα οποία είναι «κοντά» μεταξύ τους όπως φαίνεται και από τα

παρακάτω σχήματα.

(a) F (x, y)

(b) Contour plot

Σχήμα 7
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Εκτελούμε εξερεύνηση με σταθερό συντελεστή διάχησης β = 10, ξεκινάμε από το σημείο (3, 3),
επιλέγουμε λεπτότητα ∆t = 0.00001 και εκτελούμε 20000 επαναλήψεις. Λαμβάνουμε τα παρακάτω

αποτελέσματα:

(a) X (b) Y

Σχήμα 8: Τροχιές των X,Y

Τώρα κάνουμε εξερεύνηση με χρήση του εσσιανού. Ξεκινάμε από το (3, 3) και επιλέγουμε ∆t =
0.0001, β = 5 ενώ κάνουμε 20000 επαναλήψεις, και έχουμε:

(a) X (b) Y

Σχήμα 9: Τροχιές των X,Y

Στις τροχιές που παράχθηκαν με χρήση σταθερού συντελεστή διάχυσης είναι δυσδιάκριτο το πότε

η τροχιά περνάει από ένα κρίσιμο σημείο. Αντίθετα, με τον εσσιανό φαίνονται καθαρά οι διάφορες

«στάσεις» που κάνει η διαδικασία στα κρίσιμα σημεία.
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3 Διαδικασία διάχυσης για σύγκλιση σε κρίσιμο σημείο

3.1 Στοχαστική Βελτιστοποίηση

Οι περισσότεροι αλγόριθμοι στη μηχανική μάθηση και στη στατιστική απαιτούν την ελαχιστοπο-

ίηση μιας συνάρτησης η οποία έχει την ερμηνεία του «κόστους» ή του «ρίσκου» (cost/risk func-
tion). Το σημείο ελαχίστου λοιπόν βρίσκεται στην καρδία αυτού που αποκαλούμε «προσαρμογή

ενός μοντέλου». Ο τομέας της αριθμητικής βελτιστοποίησης σίγουρα παρέχει πολλά εργαλεία για

την ελαχιστοποίηση μιας συνάρτησης. Παρά αυτό όμως το τεράστιο πλήθος των δεδομένων που

εμπλέκονται σήμερα στους αλγορίθμους μηχανικής μάθησης και στατιστικής καθιστούν την εφαρ-

μογή κλασικών μεθόδων βελτιστοποίησης μη εφικτή. Οι μέθοδοι της στοχαστικής βελτιστοποίησης

προσπαθούν να επιλύσουν αυτό το πρόβλημα συνδυάζοντας ιδέες τόσο από την κλασική αριθμητι-

κή βελτιστοποίηση όσο και από τη θεωρία πιθανοτήτων και γενικότερα τις στοχαστικές διαδικασίες.

΄Εστω ένα σύνολο δεδομένων

S = {(x1, y1), (x2, y2), . . . , (xn, yn)} (15)

όπου xi ∈ Rdx , yi ∈ Rdy . ΄Εστω μια προεπιλεγμένη συνάρτηση πρόβλεψης της μεταβλητής y,
h(, w) : Rdx × Rd → Rdy με παραμετρικοποίηση w ∈ Rd. Στόχος μας είναι να ελαχιστοποιήσουμε

το κόστος που επιφέρει μία λανθασμένη πρόβλεψη ή με άλλα λόγια να βρούμε την παραμετρικοπο-

ίηση w η οποία ελαχιστοποιεί το κόστος. Για το σκοπό αυτό ορίζουμε ως συνάρτηση κόστους μία

συνάρτηση l : Rdy × Rdy → R η οποία δοθέντος ζεύγους (x, y) δίνει την απώλεια l(h(x;w), y),
όπου h(x;w) η πρόβλεψη και y η πραγματική τιμή.

Υποθέτουμε ότι το σύνολο δεδομένων (15) ακολουθεί κάποια κατανομή με συνάρτηση κατανομής

P (x, y) : Rdx ×Rdy → [0, 1]. Τότε το αναμενόμενο κόστος ως μία συνάρτηση της παραμετρι-

κοποίησης w είναι

R(w) = E [l(h(x;w), y)] =

∫
Rdx×Rdy

l(h(x;w), y)dP (x, y). (16)

Η μέση τιμή (16) είναι αδύνατον να υπολογιστεί διότι δεν υπάρχει γνώση της κατανομής P . Για

αυτό το λόγω στην πραγματικότητα προσπαθούμε να ελαχιστοποιήσουμε την κάτωθι αμερόληπτη

εκτιμήτρια του αναμενόμενου κόστους

Rn(w) =
1

n

n∑
i=1

l(h(xi;w), yi). (17)

Η παραπάνω εκτιμήτρια καλείται εμπειρικό κόστος. Επομένως, κιόλας από την αρχή της α-

νάλυσης το πρόβλημα ξεκινάει με ένα παραπάνω μειονέκτημα. Δηλαδή, πέραν του ότι οι κλασικοί

αλγόριθμοι βελτιστοποίησης δεν μπορούν να χρησιμοποιηθούν λόγο διάστασης, δεν μπορούμε ούτε

να ελαχιστοποιήσουμε κατευθείαν τη συνάρτηση κόστους αλλά πρέπει να αρκεστούμε στο να ελα-

χιστοποιήσουμε μία εκτιμήτρια αυτής. Αυτό το πρόβλημα μπορεί να φαίνεται αρχικά μεγάλο αλλά

όπως θα δούμε οι νέες μέθοδοι συμπεριφέρονται καλύτερα από τις ντετερμινιστικές, ακόμα και αν

οι ντετερμινιστικές μπορούσαν να εφαρμοστούν.

Στην πραγματικότητα, η δημιουργία μιας συνάρτησης κόστους προϋποθέτει την προεπιλογή μίας

παραμετρικοποιημένης συνάρτησης h η οποία θεωρείται ότι «ταιριάζει» κατάλληλα στο εν λόγω

πρόβλημα και στα δεδομένα. ΄Υστερα η βελτιστοποίηση γίνεται ως προς τις παραμέτρους αυτής της

συνάρτησης. Επομένως, έχοντας κάνει μια προεπιλογή για την h κάνουμε τις εξής αλλαγές στον
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συμβολισμό. Συμβολίζουμε ξ κάποιο δεδομένο του S, (x, y), ή ένα υποσύνολο του S, {(xi, yi)}i∈S .
Το κόστος που επιφέρει ένα δοθέν (w, ξ) θα συμβολίζεται τώρα f(w; ξ), δηλαδή η f περιέχει τις

συναρτήσεις l, h. ΄Αρα το αναμενόμενο κόστος είναι

R(w) = E [f(w; ξ)] .

΄Αρα το εμπειρικό κόστος στο σύνολο των δεδομένων είναι

Rn(w) =
1

n

n∑
i=1

f(w; ξi). (18)

Στόχος μας είναι η ελαχιστοποίηση της συνάρτησης (18). Γνωρίζουμε ότι η κατεύθυνση της κλίσης

είναι η ταχύτερη κατεύθυνση προς το ελάχιστο, επομένως λογικό είναι κανείς να προσπαθήσει να

εκτελέσει μια επαναληπτική μέθοδο καθόδου. Για παράδειγμα

wk+1 = wk − ak∇Rn(wk) (19)

όπου

∇Rn(w) =
1

n

n∑
i=1

∇f(w; ξi)

όμως το πλήθος των δεδομένων n θεωρείται τόσο μεγάλο ώστε στην πραγματικότητα μια υλοποίηση

της ως άνω μεθόδου να μην μπορεί να πραγματοποιηθεί υπολογιστικά. Δηλαδή, είναι πολύ κοστοβόρο

το να ζητάμε τον υπολογισμό της κλίσης σε όλα τα δεδομένα. Επομένως, αυτό που προτείνεται είναι

σε κάθε επανάληψη να υπολογίζουμε την κλίση σε ένα μόνο σημείο των δεδομένων το οποίο το

επιλέγουμε τυχαία σε κάθε βήμα:

wk+1 = wk − ak∇f(wk; ξk,i). (20)

Ο παραπάνω αλγόριθμος καλείταιΣτοχαστικός Αλγόριθμος Καθόδου (Stochastic Gra-
dient Descent) και πράγματι συγκλίνει σε ένα κρίσιμο σημείο του αναμενόμενου κόστους (16).

Η σύγκλιση βέβαια εννοείται με μία διαφορετική έννοια από αυτήν που γνωρίζουμε από την ντε-

τερμινιστική βελτιστοποίηση. Στην πραγματικότητα αποδεικνύεται ότι έχουμε σύγκλιση των μέσων

τιμών της συνάρτησης (16) σε ένα κρίσιμο σημείο της, και όχι σύγκλιση μιας ακολουθίας των w
στο κρίσιμο σημείο.

Μια λογική επέκταση του στοχαστικού αλγόριθμου καθόδου είναι το να επιλέγουμε τυχαία ένα

πακέτο από δεδομένα σε κάθε επανάληψη (αντί για ένα δεδομένο μόνο). Αυτή η μέθοδος καλείται

Mini-Batch Stochastic Optimization. Η μέθοδος τότε είναι

wk+1 = wk − ak
1

nk

nk∑
i=1

∇f(wk; ξk,i) (21)

όπου nk είναι το μέγεθος του Mini-Batch το οποίο και θα πρέπει να είναι αρκετά μικρότερο

του n. ΄Οπως πριν, τα δεδομένα που χρησιμοποιούνται σε κάθε επανάληψη είναι διαφορετικά

και επιλέγονται τυχαία από το ευρύτερο σύνολο δεδομένων S. Με αυτή τη νέα ορολογία, ο

κλασικός αλγόριθμος καθόδου (19) καλείται full-batch gradient method. Προφανώς, το βήμα

−ak∇Rn(wk) είναι σίγουρα «καλύτερο» (αφού πάντα κατευθύνεται προς το κρίσιμο σημείο) από

το βήμα −ak 1
nk

∑nk
i=1∇f(wk; ξk,i), όμως το πρώτο είναι υπολογιστικά απαγορευτικό. Θα δούμε

λόγους για τους οποίους ένας αλγόριθμος στοχαστικής βελτιστοποίησης έχει οφέλη έναντι των

ντετερμινιστικών αλγορίθμων.
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΄Ενας διαισθητικός λόγος που η στοχαστική μέθοδος καθόδου υπερτερεί είναι ο εξής. Πολλές

φορές σε τεράστια σύνολα δεδομένων υπάρχουν παρατηρήσεις οι οποίες είναι παρόμοιες και δεν

προσθέτουν ουσιαστικά μεγαλύτερη ακρίβεια στον υπολογισμό του εμπειρικού κόστους. Δηλαδή,

σε μεγάλα σύνολα υπάρχουν γενικώς δεδομένα που έχουν περίπου το ίδιο κόστος f(w). Σίγουρα

από στατιστική άποψη μια αυξημένη πυκνότητα παρόμοιων δεδομένων κάτι μπορεί να δείχνει αλλά

για τη συνάρτηση εμπειρικού κόστους είναι το ίδιο. ΄Ενας αλγόριθμος full-batch θα υπολόγιζε λοι-

πόν σε κάθε επανάληψη όλα τα δεδομένα, και εκείνα που είναι παρόμοια μεταξύ τους. ΄Αρα για αυτή

τη διαδικασία θα «πληρώναμε» πολύ παραπάνω υπολογιστικούς πόρους χωρίς απαραίτητα αυτό να

μεταφράζεται σε καλύτερη εκτίμηση του κρίσιμου σημείου. Από την άλλη πλευρά ένας αλγόριθμος

στοχαστικής βελτιστοποίησης ο οποίος επισκέπτεται τυχαία ένα δεδομένο ανά επανάληψη ή ένα

mini-batch δεδομένων ανά επανάληψη δεν έχει αυτό το μειονέκτημα καθώς η μερική και τυχαία

επιλογή δεδομένων είναι πιο αποτελεσματική λόγω της επαναληπτικότητας που μπορεί να έχουν τα

δεδομένα. ΄Ενα παρόμοιο επιχείρημα έρχεται από το πρόβλημα της υπερεκπαίδευσης (overfitiing)
όπου ουσιαστικά ένας αλγόριθμος μαθαίνει «απέξω» τα δεδομένα και δεν μπορεί να κάνει αποτε-

λεσματικές προβλέψεις σε νέα δεδομένα. ΄Ενας τρόπος καταπολέμησης αυτού του προβλήματος

είναι το να επισκεπτόμαστε τα δεδομένα λίγα-λίγα όπως ακριβώς κάνουν οι στοχαστικές μέθοδοι

βελτιστοποίησης.

΄Ενας πρακτικός λόγος που υπερτερούν οι μέθοδοι στοχαστικής βελτιστοποίησης είναι ότι στην

πράξη παρατηρείται το εξής φαινόμενο. ΄Εστω ότι κάνουμε 10 επαναλήψεις μιας full-batch μεθόδου

και έστω ότι κάνουμε 10 εποχές μιας στοχαστικής μεθόδου (μία εποχή πραγματοποιείται όταν έχου-

με «δει» όλα τα δεδομένα μια φορά). Τότε στην πράξη παρατηρείται ότι γενικά η στοχαστική μέθοδος

θα έχει μεγαλύτερη μείωση στη συνάρτηση εμπειρικού κόστους καθώς έχει εκτελέσει πολλές πε-

ρισσότερες επαναλήψεις για να κάνει τις 10 εποχές (παρά που κάποιες από αυτές μπορεί να μην

ήταν επαναλήψεις καθόδου). Παράλληλα, το υπολογιστικό κόστος για τις άνω δύο μεθόδους ήταν

συνολικά το ίδιο, 10 επαναλήψεις full-batch και 10 εποχές μιας στοχαστικής μεθόδου.

Αν επιθυμούμε να ελαχιστοποιήσουμε ένα αυστηρά κυρτό εμπειρικό κόστος Rn(w) με full-batch
βελτιστοποίηση (δηλαδή ντετερμινιστική μέθοδος καθόδου) τότε γνωρίζουμε ότι υπάρχει ρ ∈ (0, 1)
τέτοιο ώστε το σφάλμα στην επανάληψη k να ικανοποιεί

Rn(wk)−R∗n ≤ O(ρk) (22)

όπου R∗n είναι το ελάχιστο. Επομένως, διότι το κόστος σε κάθε επανάληψη είναι αναλογικό του

μέγεθος του δείγματος n, οι συνολικές επαναλήψεις που απαιτούνται για ε-ακρίβεια είναι αναλογικές

του n log
(

1
ε

)
. Ο ρυθμός σύγκλισης μιας στοχαστικής μεθόδου βελτιστοποίησης είναι πιο μικρός,

συγκεκριμένα:

E[Rn(wk)−R∗n] = O(1/k). (23)

΄Ομως, το κόστος ανά επανάληψη είναι τώρα ανεξάρτητο του n. Επομένως, οι επαναλήψεις που

χρειαζόμαστε τώρα για ε-ακρίβεια είναι αναλογικές του 1/ε. Επομένως, για μεγάλα n το συνολικό

κόστος είναι μικρότερο από το κόστος n log
(

1
ε

)
της ντετερμινιστικής βελτιστοποίησης.

΄Ενα άλλο πολύ σημαντικό σημείο που πρέπει να παρατηρήσουμε είναι ότι λόγω του αμερόληπτου

του εμπειρικού κόστους ως εκτιμήτρια του αναμενόμενου κόστους λαμβάνουμε το παρακάτω από τη

σχέση (23)

E[R(wk)−R∗] = O(1/k). (24)

Δηλαδή, με στοχαστική βελτιστοποίηση, βελτιστοποιώντας το εμπειρικό κόστος παράλληλα γνω-

ρίζουμε ότι αυτό που θα λάβουμε είναι μια εξίσου καλή εκτίμηση του σημείου ελαχίστου και για

το αναμενόμενο κόστος. Δοθέντος, βέβαια ότι το n είναι «μεγάλο» και άρα η εκτίμηση του ανα-

μενόμενου κόστους με το εμπειρικό κόστος (νόμος μεγάλων αριθμών) έχει νόημα. Το ζητούμενο
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ήταν από την αρχή η ελαχιστοποίηση του αναμενόμενου κόστους και η στοχαστική βελτιστοποίηση

συμπεριφέρεται (καθώς το πλήθος των επαναλήψεων αυξάνεται) σαν να βελτιστοποιούμε το αναμε-

νόμενο κόστος. Αυτή η ιδιότητα δεν ισχύει στην ντετερμινιστική βελτιστοποίηση.

Σε αναλογία με την ντετερμινιστική βελτιστοποίηση, στη στοχαστική βελτιστοποίηση υπάρχουν

μέθοδοι τύπου Newton. Δηλαδή αλγόριθμοι της παρακάτω μορφής:

wk+1 = wk − akBk
1

nk

nk∑
i=1

∇f(wk; ξk,i), nk = batch size (25)

όπου ο πίνακας Bk είναι συμμετρικός και θετικά ορισμένος. Συνήθως επιλέγεται να είναι ο αντίστρο-

φος του εσσιανού, όπου ο εσσιανός υπολογίζεται και αυτός με mini-batch εκτιμήτριες. Δηλαδή,

Hk =
1

nk

nk∑
i=1

∇2f(wk; ξk,i), nk = batch size.

Επομένως, γενικά για έναν στοχαστικό αλγόριθμο βελτιστοποίησης της μορφής

wk+1 = wk − akg(wk; ξk) (26)

έχουμε τις εξής επιλογές για τη συνάρτηση g(wk; ξk):

∇f(wk; ξk,i),
1

nk

nk∑
i=1

∇f(wk; ξk,i), Bk
1

nk

nk∑
i=1

∇f(wk; ξk,i), nk = batch size. (27)

Στα παρακάτω F είναι το εμπειρικό κόστος. ΄Ομως, η θεωρία παρακάτω ισχύει ακόμα και αν η F
είναι το αναμενόμενο κόστος, για το λόγω που είπαμε προηγούμενως, δηλαδή λόγω της σχέσης

(24). Υποθέτουμε ότι η F είναι αυστηρά κυρτή και ότι η κλίση της είναι Lipschitz με σταθερά L.
Επίσης, υποθέτουμε πως οι εκτιμήτριες (27) έχουν τις παρακάτω ιδιότητες:

Assumption 1. Η συνάρτηση F ικανοποιεί:

i. Η παραγόμενη ακολουθία {wk} περιέχεται σε ένα ανοικτό σύνολο στο οποίο η F είναι φραγμένη
από κάτω από την τιμή F∗.

ii. Υπάρχουν µG ≥ µ > 0 τέτοια ώστε, για κάθε k ∈ N,

∇F (wk)
TEξk [g(wk; ξk)] ≥ µ‖∇F (wk)‖22

και

‖Eξk [g(wk; ξk)]‖2 ≤ µG‖∇F (wk)‖2.

iii. Υπάρχουν M,MV ≥ 0 τέτοια ώστε, για κάθε k ∈ N,

Vξk [g(wk; ξk)] ≤M +MV ‖∇F (wk)‖22.

Η υπόθεση (ii) παραπάνω εξασφαλίζει ότι στη μέση τιμή η κατεύθυνση g(wk; ξk) είναι κατεύθυν-

ση καθόδου. Η υπόθεση (ii) ισχύει αυτόματα αν η επιλογή g(wk; ξk) είναι αμερόληπτη εκτιμήτρια

της κλίσης (επιλογή 1 και 2 στη (27) ) τότε επίσης µG = µ = 1. Επιπλέον, σε αυτή την περίπτωση

η υπόθεση ισχύει και αν οι αμερόληπτες εκτιμήτριες πολλαπλασιαστούν με έναν συμμετρικό και

θετικά ορισμένο πίνακα. Η υπόθεση (iii) μας εξασφαλίζει ότι η διασπορά των εκτιμητριών είναι

επαρκώς φραγμένη.

Επιπλέον η υπόθεση της αυστηρής κυρτότητας της F εκφράζεται ως εξής:
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Assumption 2. Η συνάρτηση F : Rd → R είναι ισχυρά κυρτή, επομένως υπάρχει σταθερά c > 0
τέτοια ώστε

F (w̄) ≥ F (w) +∇F (w)T (w̄ − w) +
1

2
c ‖w − w̄‖22 ∀ {w, w̄} ∈ Rd × Rd.

΄Εχουμε το παρακάτω θεώρημα σύγκλισης για τον αλγόριθμο (26):

Theorem 6. Υπό τις παραπάνω υποθέσεις και αν το βήμα του αλγορίθμου (26) είναι σταθερό,
ak = a, και ικανοποιεί

0 < a ≤ µ

LMG

τότε

E[F (wk)− F∗] ≤
aLM

2cµ
+ (1− acµ)k−1

(
F (w1)− F∗ −

aLM

2cµ

)
k→∞−→ aLM

2cµ
.

Το θεώρημα βρίσκεται στο άρθρο [4]. Το πρώτο που πρέπει να παρατηρήσουμε είναι ότι η

σύγκλιση είναι στη μέση τιμή, βέβαια όπως έχουμε πει όσο αυξάνονται οι επαναλήψεις και αν το

n είναι «μεγάλο» η παραπάνω μέση τιμή είναι «κοντά» στο αναμενόμενο κόστος. Στο αντίστοιχο

θεώρημα σύγκλισης της ντετερμινιστικής μεθόδου καθόδου λαμβάνουμε σύγκλιση μιας ακολουθίας

σημείων στο σημείο ελαχίστου, ενώ εδώ λαμβάνουμε σύγκλιση των μέσων τιμών των συναρτήσεων

F . Επιπλέον, παρατηρούμε ότι η ως άνω μέση τιμή δεν συγκλίνει στο 0, αλλά στον αριθμό
aLM
2cµ .

Αυτό σημαίνει ότι ο αλγόριθμος ουσιαστικά συγκλίνει σε ένα διάστημα το οποίο όμως περιέχει το

σημείο ελαχίστου. Από τη στιγμή που ο αλγόριθμος θα μπει σε αυτό το διάστημα, θα ταλαντεύεται

για πάντα γύρω από το σημείο ελαχίστου και δεν θα παρατηρείται παραπάνω βελτίωση. Κάτι τέτοιο

δεν υφίστανται στους ντετερμινιστικούς αλγορίθμους βελτιστοποίησης. Επομένως, θα μπορούσαμε

να πούμε ότι οι στοχαστικοί αλγόριθμοι έχουν μια «ψεύδο» σύγκλιση στα κρίσιμα σημεία. Προ-

φανώς, θα θέλαμε ο αριθμός
aLM
2cµ να είναι όσο μικρότερος γίνεται. Μια πρώτη σκέψη είναι να

μικρύνουμε το βήμα a όμως αν το κάνουμε αυτό θα αυξηθεί ο χρόνος υλοποίησης της μεθόδου

καθώς θα κινούμαστε με πιο αργό ρυθμό αλλά πράγματι θα συγκλίνουμε με μεγαλύτερη ακρίβεια.

Ουσιαστικά ο αριθμός M είναι αυτός που «χαλάει» τη σύγκλιση, δηλαδή η διασπορά των εκτιμη-

τριών g(wk; ξk). Σε ντετερμινιστική βελτιστοποίηση όπου έχουμε πλήρη υπολογιστική γνώση της

κλίσης ∇F (wk) είναι προφανώς M = 0 και τότε

a ≤ 1

L

η οποία είναι μια κλασική απαίτηση στην ντετερμινιστική βελτιστοποίηση. Αντίστοιχο θεώρημα

υπάρχει και για επιλογή βημάτων ak τα οποία φθίνουν και ικανοποιούν

∞∑
k=1

ak =∞,
∞∑
k=1

a2
k <∞ (⇒ ak → 0). (28)

Theorem 7. Υπό τις παραπάνω υποθέσεις και αν το βήμα του αλγορίθμου (26) επιλέγεται με τον
εξής τρόπο, για κάθε k ∈ N,

ak =
β

γ + k
για κάποιο β >

1

cµ
, γ > 0, τέτοιο ώστε a1 ≤

µ

LMG

τότε, για κάθε k ∈ N, έχουμε
E[F (wk)− F∗] ≤

ν

γ + k

όπου

ν ≡ max

{
β2LM

2(βcµ− 1)
, (γ + 1)(F (w1)− F∗)

}
.
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Αντίστοιχα θεωρήματα μπορούν να διατυπωθούν και αν αφαιρέσουμε την υπόθεση της κυρτότητας

Theorem 8. Υπό τις παραπάνω υποθέσεις, για μια μη-κυρτή συνάρτηση F , και αν το βήμα του
αλγορίθμου (26) είναι σταθερό, ak = a, και ικανοποιεί

0 < a ≤ µ

LMG

τότε

E

[
K∑
k=1

‖∇F (wk)‖22

]
≤ KaLM

µ
+

2(F (w1)− F∗)
µa

και άρα

E

[
1

K

K∑
k=1

‖∇F (wk)‖22

]
≤ aLM

µ
+

2(F (w1)− F∗)
Kµa

K→∞−→ aLM

µ
.

Theorem 9. Υπό τις παραπάνω υποθέσεις, για μια μη-κυρτή συνάρτηση F , και αν το βήμα του
αλγορίθμου (26) φθίνει και ικανοποιεί τις σχέσεις (28), τότε

lim inf
k→∞

E[‖∇F (wk)‖22] = 0.

Διαισθητικά αυτό σημαίνει ότι οι αναμενόμενες τιμές της κλίσης δεν μπορούν να είναι φραγμένες

μακριά από το μηδέν. Ισχύει και ένα ακόμη πιο ισχυρό θεώρημα:

Theorem 10. Υπό τις παραπάνω υποθέσεις, για μια μη-κυρτή συνάρτηση F , και αν το βήμα του
αλγορίθμου (26) φθίνει και ικανοποιεί τις σχέσεις (28), τότε αν AK ≡

∑K
k=1 ak, έχουμε

lim
K→∞

E

[
K∑
k=1

ak‖∇F (wk)‖22

]
<∞

και άρα

E

[
1

AK

K∑
k=1

ak‖∇F (wk)‖22

]
K→∞−→ 0.

Το παραπάνω τείνει στο 0 διότι ak → 0, αλλά διότι το βήμα φθίνει η βελτίωση ανά βήμα θα φθίνει

επίσης. Παρακάτω αναλύουμε το πως μπορούμε να επιλέξουμε το βήμα ak με συστηματικό τρόπο.

Στην ντετερμινιστική βελτιστοποίηση το βήμα ak επιλέγεται με το εξής σκεπτικό. ΄Εστω γενικά

μία μέθοδος

wk+1 = wk + akdk

όπου dk είναι η κατεύθυνση που επιλέγουμε π.χ. ∇F (wk) ή H−1(wk)∇F (wk) Αν κάνουμε ανάπτυγ-

μα Taylor γύρω από τη νέα τιμή wk+1 τότε έχουμε

F (wk + akdk) ≈ F (wk) +∇F (wk)
Takdk

και επιθυμούμε η τιμή F (wk+akdk) να είναι μικρότερη από τη προηγούμενη τιμή F (wk), άρα ζητάμε

F (wk + akdk)− F (wk) ≤ akc∇F (wk)
Tdk < 0, c ∈ (0, 1).

Η ανισότητα ∇F (wk)
Tdk < 0 ισχύει όταν η κατεύθυνση dk είναι κατεύθυνση καθόδου. Για πα-

ράδειγμα, αν dk = ∇F (wk) τότε ισχύει. Επιπλέον, αν είμαστε σε περιοχή «κοντά» στο ελάχιστο
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ισχύει επίσης και για την επιλογή dk = H−1(wk)∇F (wk) καθώς κοντά στα ελάχιστα ο εσσιανός

είναι θετικά ορισμένος ενώ επίσης για κυρτές συναρτήσεις είναι πάντα θετικά ορισμένος. Επομένως,

η βέλτιστη επιλογή για το ak είναι αυτή που μας δίνει τη μεγαλύτερη μείωση της νέας εκτίμησης

F (wk + akdk) δοθέντος της κατεύθυνσης καθόδου dk που έχουμε επιλέξει. ΄Αρα καλούμαστε σε

κάθε βήμα να επιλύσουμε το πρόβλημα

min
a≥0

F (wk + adk).

Δεν μας ενδιαφέρει μία ακριβής επίλυση του άνω καθώς είναι πιο σημαντική η κατεύθυνση, επομένως

σε κάθε βήμα το λύνουμε με έναν υπολογιστικό τρόπο ο οποίος καλείται Armijo Line Search.
Η λύση του άνω προβλήματος σε κάθε βήμα δίνει το νέο βέλτιστο βήμα ak+1 για την επόμενη

επανάληψη. Ο τρόπος για αυτήν την ελαχιστοποίηση είναι βλέποντας πάλι την παρακάτω ανισότητα:

F (wk + adk)− F (wk) ≤ a c∇F (wk)
Tdk.

Για την επίλυση αρχικά επιλέγουμε δύο σταθερές λ, c ∈ (0, 1) και ένα «μεγάλο» a. Αν το a δεν

ικανοποιεί την ανισότητα τότε το μειώνουμε επαναληπτικά ως εξής

a = λ a

και επιλέγουμε το πρώτο a που την ικανοποιεί. Αν το a ικανοποιεί την ανισότητα τότε το μεγα-

λώνουμε θέτοντας επαναληπτικά

a =
a

λ
.

Το ερώτημα είναι πως μπορούμε να κάνουμε Armijo Line Search σε περιβάλλον στοχαστικής βελτι-

στοποίησης αφού δεν μπορούμε να έχουμε πλήρη υπολογιστική γνώση της συνάρτησης που θέλουμε

να ελαχιστοποιήσουμε. Η απάντηση είναι ότι, όπως κάναμε και με την κλίση, θα εκτιμούμε τη συ-

νάρτηση με λιγότερα δεδομένα. Για παράδειγμα, έστω το εμπειρικό κόστος

Rn(w) =
1

n

n∑
i=1

f(w; ξi)

τότε στο βήμα k θα εκτελέσουμε Armijo Line Search χρησιμοποιώντας εκτίμηση με mini-batch
του εμπειρικού κόστους:

1

nk

nk∑
i=1

f(wk; ξk,i), nk = batch size.

΄Ομως είναι σημαντικότερο πρόβλημα ότι η κατεύθυνση g(wk; ξk) (βλ. επιλογές 27) μπορεί να μην

είναι πάντα μια κατεύθυνση καθόδου διότι αποτελεί εκτίμηση της κλίσης. Επομένως, αν τύχει σε

κάποιες επαναλήψεις να μην ακολουθήσουμε την κάθοδο τότε προφανώς το Armijo Line Search
δεν έχει νόημα σε αυτές τις επαναλήψεις. Τελικά, στην πράξη φαίνεται ότι η επιλογή του βέλτιστου

βήματος ak δεν είναι τόσο ζωτικής σημασίας στη στοχαστική βελτιστοποίηση όσο είναι στην ντε-

τερμινιστική βελτιστοποίηση. Επομένως, πολλές φορές δεν υλοποιούμε κάποιον αλγόριθμο Armijo
Line Search.

Επιστρέφοντας στα παραπάνω θεωρήματα και έχοντας κατά νου ότι μπορεί να μη θέλουμε πάντα

να υλοποιήσουμε ένα φθίνον βήμα ak αλλά ένα σταθερό βήμα ak = a, θα θέλαμε να δούμε πως

μπορούμε να στείλουμε την ποσότητα
aLM
2cµ του θεωρήματος (6) στο 0. ΄Οπως έχουμε πει, δεν

θέλουμε να επιλέξουμε ένα πολύ μικρό βήμα a καθώς η σύγκλιση θα γίνει πολύ αργή, αλλά ούτε

ένα πολύ μεγάλο που θα προκαλέσει απόκλιση του θεωρήματος. Επομένως, η μόνη παράμετρος που

μπορούμε να χειριστούμε είναι το φράγμα της διασποράςM των εκτιμητριών g(wk; ξk) (βλ. επιλογές
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27). Υπάρχουν τρόποι η διασπορά M να φθίνει ανά βήμα με τρόπο τέτοιο ώστε η σύγκλιση στο

θεώρημα (6) να τείνει στο 0 και άρα να εξαλειφθεί η έννοια της «σύγκλισης σε ένα διάστημα του

ελαχίστου». Πράγματι, αν η διασπορά φθίνει με γεωμετρικό ρυθμό έχουμε το παρακάτω θεώρημα

Theorem 11. Υλοποιούμε τον αλγορίθμου (26) υπό τις παραπάνω υποθέσεις για μια αυστηρά κυρτή
συνάρτηση F , και έστω ότι το βήμα είναι σταθερό, ak = a, και ικανοποιεί

0 < a ≤ min
{ µ

Lµ2
G

,
1

cµ

}
.

΄Εστω επίσης ότι, για κάθε k ∈ N,

Vξk [g(wk; ξk)] ≤Mζk−1, «μείωση διασποράς».

Τότε, για κάθε k ∈ N, έχουμε
E[F (wk)− F∗] ≤ ωρk−1

όπου ω = max
{
aLM
cµ , F (w1)− F∗

}
και ρ = max

{
1− acµ

2 , ζ
}
< 1.

Το ερώτημα τώρα είναι αν υπάρχει τρόπος να πετύχουμε στην πράξη το άνω φράγμα στη διασπορά.

Αποδεικνύεται ότι γίνεται αν αυξάνουμε το πλήθος των δεδομένων nk στο mini-batch σε κάθε

επανάληψη με γεωμετρικό τρόπο, δηλαδή

nk = [τk−1], για κάποιο τ > 1.

Οι μέθοδοι που εκτελούν το παραπάνω καλούνται Dynamic Sample Size methods. Τελικώς όμως,

το υπολογιστικό κόστος μιας τέτοιας μεθόδου είναι συγκρίσιμο με το να κάναμε full-batch βελτιστο-

ποίηση, δηλαδή κανονική μέθοδο καθόδου. Υπάρχουν και άλλες μέθοδοι που επιτυγχάνουν μείωση

διασποράς χωρίς όμως να αυξάνουν το μέγεθος του mini-batch. Αυτές οι μέθοδοι μειώνουν τη

διασπορά των εκτιμητριών g(wk; ξk) αφαιρώντας από αυτές τη μεροληψία που έχουν παράξει προη-

γούμενες εκτιμήσεις του wj , με στόχο τελικώς η εκτίμηση της κατεύθυνσης να έχει μειωμένη

διασπορά. Αυτές οι μέθοδοι καλούνται Gradient Aggregation methods και χαρακτηριστικά παρα-

δείγματα είναι η μέθοδος Stochastic Variance Reduction Gradient (SVRG)3 και ο αλγόριθμος

SAGA4.

Algorithm 1 SVRG

Επιλογή αρχικού w1 ∈ Rd, βήματος a > 0, και ακεραίου m.

for k = 0, 1, 2, . . . do
Υπολογισμός batch-gradient ∇Rn(wk)
Αρχικοποίηση w̄1 ← wk
for j = 1, 2, . . . ,m do

Επιλογή ij τυχαία από {1, . . . , n}
ḡj ← ∇Fij (w̄j)− (∇Fij (wk)−∇Rn(wk))
w̄j+1 ← w̄j − a ḡj

end for
Επιλογή 1: wk+1 = w̄m+1

Επιλογή 2: wk+1 = 1
m

∑m
j=1 w̄j+1

Επιλογή 3: Επιλογή j τυχαία από{j = 1, 2, . . . ,m} και wk+1 = w̄j+1

end for

3
βλ. [7]

4
βλ. [6]
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Επιπλέον, μπορούμε να πετύχουμε μείωση διασποράς επιλέγωντας στο τέλος το μέσο όρο των

σημείων, δηλαδή

wk+1 = wk − akg(wk; ξk)

και

ŵk+1 =
1

k + 1

k+1∑
j=1

wj .

Μία τέτοια επιλογή μπορεί να γίνει αφού έχουμε φτάσει σχετικά κοντά στο σημείο ελαχίστου. Αυ-

τές οι μέθοδοι καλούνται Iterate Averaging Methods.

Τα θεωρήματα 6 - 11 βρίσκονται στο [4]. Εκτενέστερη ανάλυση για στοχαστικές μεθόδους βελτι-

στοποίησης αλλά και περισσότερες μέθοδοι υπάρχουν πάλι στο [4].
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3.2 Διαδικασία Διάχυσης για Βλετιστοποίηση

Θα μελετήσουμε πως μπορούμε να επιταχύνουμε τη σύγκλιση μιας μεθόδου καθόδου επιλέγοντας

κατάλληλα τον θόρυβο. Τα θεωρητικά στοιχεία που αναπτύχθηκαν πριν την ενότητα (2.1) συνε-

χίζουν να ισχύουν.

Θα δείξουμε ότι η παρακάτω διαδικασία διάχυσης προσαρμοσμένη σε περιβάλλον βελτιστοποίησης

μεγάλης κλίμακας συγκλίνει σε τοπικό ελάχιστο. ΄Εστω F : Rd → R μια συνεχώς παραγωγίσιμη

συνάρτηση και έστω η παρακάτω διαδικασία διάχυσης

dXt = −a∇F (Xt)dt+ bH−1
k ∇F (Xt)dWt, W κίνηση Brown σε 1 διάσταση. (29)

Εδώ η κίνηση Brown επιταχύνει τη διαδικασία (τη σύγκλιση) και δεν μπορεί να την κάνει να απο-

χωρήσει από τα κρίσιμα σημεία καθώς ο συντελεστής διάχυσης είναι 0 στα κρίσιμα σημεία. Παρά

αυτό όμως υπάρχει πιθανότητα να γίνει το εξής: ΄Εστω μία συνάρτηση με δύο κυρτές κοιλάδες, τότε

αν ξεκινήσουμε μέσα από την πρώτη κοιλάδα υπάρχει περίπτωση να καταλήξουμε στο ελάχιστο της

δεύτερης κοιλάδας λόγω του θορύβου στις πρώτες επαναλήψεις του αλγόριθμου.

Σε περιβάλλον στοχαστικής βελτιστοποίησης όπου F είναι το εμπειρικό κόστος, γράφουμε τη μέθοδο

στην εξής μορφή:

wk+1 = wk − akg(wk; ξk) + bkH
−1
k g(wk; ξk)Zk, Zk ∼ N(0, 1). (30)

Στην σχέση (30) το g(wk; ξk) είναι η mini-batch αμερόλητπη εκτιμήτρια της κλίσης που έχουμε δει

και πριν

g(wk; ξk) =
1

nk

nk∑
i=1

∇f(wk; ξk,i), nk = batch size.

Δηλαδή, υπολογίζουμε σε κάθε επανάληψη της μεθόδου την κλίση υπολογισμένη σε ένα μέρος των

δεδομένων το οποίο και επιλέγεται τυχαία κάθε φορά.

Τον εσσιανό τον εκτιμάμε με τον εξής ανάλογο τρόπο

Hk =
1

nk

nk∑
i=1

∇2f(wk; ξk,i), nk = batch size.

Κανονικά για να διακριτοποιήσουμε της κίνηση Brown πρέπει bk =
√
ak όμως μπορεί να έχουμε

καλύτερη απόδοση όταν το bk επιλέγεται με άλλους περιορισμούς.

Assumption 3. Lipschitz κλίση. Η συνάρτηση F : Rd → R είναι συνεχώς παραγωγίσιμη και
η κλίση της, ∇F : Rd → Rd, είναι Lipschitz με σταθερά L > 0, δηλαδή:

‖∇F (w)−∇F (w̄)‖2 ≤ L‖w − w̄‖2, ∀ {w, w̄} ∈ Rd × Rd.

Από την υπόθεση (3) έχουμε

F (w) ≤ F (w̄) +∇F (w̄)T (w − w̄) +
1

2
L‖w − w̄‖22, ∀ {w, w̄} ∈ Rd × Rd. (31)
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Lemma 12. Κάτω από την υπόθεση (3) η επαναληπτική διαδικασία (30) ικανοποιεί

EZk
[
Eξk [F (wk+1)]

]
−F (wk) ≤ −ak‖∇F (wk)‖22 +

1

2
a2
k LEξk‖g(wk; ξk)‖22 +

1

2
b2k LEξk ‖H

−1
k g(wk; ξk)‖22 .

Proof. Από τη σχέση (31) έχουμε

F (wk+1)− F (wk) ≤ ∇F (wk)
T (wk+1 − wk) +

1

2
L ‖wk+1 − wk‖22 =

= ∇F (wk)
T (−ak g(wk; ξk)+bk H−1

k g(wk; ξk)Zk) +
1

2
L ‖−ak g(wk; ξk)+bk H−1

k g(wk; ξk)Zk‖22 ≤

≤ −ak∇F (wk)
T g(wk; ξk) +

1

2
a2
k L ‖g(wk; ξk)‖22+bkZk∇F (wk)

T (H−1
k g(wk; ξk)) +

1

2
b2k Z

2
k‖H−1

k g(wk; ξk)‖22.

Παίρνουμε μέση τιμή ως προς την κατανομή του ξk, το wk+1 εξαρτάται από το ξk λόγω του αλγο-

ρίθμου (30), όμως το wk δεν εξαρτάται από το ξk άρα δεν επηρεάζεται από τη μέση τιμή. Η κανονική

κατανομή είναι ανεξάρτητη του ξk οπότε ούτε αυτή επηρεάζεται από τη μέση τιμή. Επίσης, λόγω

της αμεροληψίας της g έχουμε

Eξk [F (wk+1)]−F (wk) ≤ −ak‖∇F (wk)‖22 +
1

2
a2
k LEξk‖g(wk; ξk)‖22+bkZk Eξk [∇F (wk)

T (H−1
k g(wk; ξk))]+

+
1

2
Z2
k b

2
k LEξk ‖H

−1
k g(wk; ξk)‖22 .

Παίρνουμε μέση τιμή ως προς Zk, επηρεάζονται μόνο οι όροι που έχουν Zk.

EZk
[
Eξk [F (wk+1)]

]
−F (wk) ≤ −ak‖∇F (wk)‖22 +

1

2
a2
k LEξk‖g(wk; ξk)‖22 +

1

2
b2k LEξk ‖H

−1
k g(wk; ξk)‖22 .

Assumption 4. Η συνάρτηση F ικανοποιεί:

1. Η παραγόμενη ακολουθία {wk} περιέχεται σε ένα ανοικτό σύνολο στο οποίο η F είναι φραγμένη
από κάτω από την τιμή F∗.

2. Υπάρχουν M,M
′ ≥ 0 και MG,M

′
G ≥ 1 τέτοια ώστε, ∀ k ∈ N,

Vξk [g(wk; ξk)] ≡ Eξk‖g(wk; ξk)‖22 − ‖Eξkg(wk; ξk)‖22 = Eξk‖g(wk; ξk)‖22 − ‖∇F (wk)‖22

≤M + (MG − 1) ‖∇F (wk)‖22
⇒ Eξk‖g(wk; ξk)‖22 ≤M +MG ‖∇F (wk)‖22

και

Eξk‖H
−1
k g(wk; ξk)‖22 ≤ M

′
+M

′
G‖∇F (wk)‖22.

Lemma 13. Υπό τις παραπάνω υποθέσεις έχουμε

EZk
[
Eξk [F (wk+1)]

]
− F (wk) ≤

[
L

2
MG(a2

k + b2k)− ak
]
‖∇F (wk)‖22 + (a2

k + b2k)
LM

2
.
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Proof. Από το λήμμα (12)

EZk
[
Eξk [F (wk+1)]

]
−F (wk) ≤ −ak‖∇F (wk)‖22 +

1

2
a2
k LEξk‖g(wk; ξk)‖22 +

1

2
b2k LEξk ‖H

−1
k g(wk; ξk)‖22 ≤

≤ −ak‖∇F (wk)‖22 +
1

2
a2
k L

[
M +MG ‖∇F (wk)‖22

]
+

1

2
b2k L

[
M
′
+M

′
G‖∇F (wk)‖22

]
.

Θέτω M ≡ max(M,M
′
) και MG ≡ max(MG,M

′
G) άρα το άνω

≤
[
LMG

2
(a2
k + b2k)− ak

]
‖∇F (wk)‖22 + (a2

k + b2k)
LM

2
.

Assumption 5. Η συνάρτηση F : Rd → R είναι ισχυρά κυρτή, επομένως υπάρχει σταθερά c > 0
τέτοια ώστε

F (w̄) ≥ F (w) +∇F (w)T (w̄ − w) +
1

2
c ‖w − w̄‖22 ∀ {w, w̄} ∈ Rd × Rd.

Ως πόρισμα της άνω υπόθεσης ισχύει

2c(F (w)− F∗) ≤ ‖∇F (w)‖22 ∀w ∈ Rd

και λόγω του Lipschitz και της κυρτότητας πρέπει c ≤ L.

Theorem 14. Strongly Convex Objective, Fixed Stepsize. Υπό τις παραπάνω υποθέσεις

και αν επιλέξουμε

a ≤ 1

LMG

και

b ≤
√

a

2LMG

τότε ∀ k ∈ N

E[F (wk)− F∗] ≤
LM

c

a2 + b2

a
+
(

1− ca

2

)k−1
[
F (w1)− F∗ −

LM

c

a2 + b2

a

]

k→∞−→ LM

c

a2 + b2

a
.

Proof.

EZk
[
Eξk [F (wk+1)]

]
− F (wk) ≤

[
L

2
MG(a2 + b2)− a

]
‖∇F (wk)‖22 + (a2 + b2)

LM

2
≤

≤
(
aLMG

2
− 1

)
a‖∇F (wk)‖22 +

b2LMG

2
‖∇F (wk)‖22 + (a2 + b2)

LM

2
≤
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≤ −a
2
‖∇F (wk)‖22 +

b2LMG

2
‖∇F (wk)‖22 + (a2 + b2)

LM

2
≤

≤ −a
2
‖∇F (wk)‖22 +

a

4
‖∇F (wk)‖22 + (a2 + b2)

LM

2
=

= −a
4
‖∇F (wk)‖22 + (a2 + b2)

LM

2
≤

≤ −ac
2

(F (wk)− F∗) + (a2 + b2)
LM

2
⇔

EZk
[
Eξk [F (wk+1)− F∗]

]
≤ −F∗ + F (wk)−

ac

2
(F (wk)− F∗) + (a2 + b2)

LM

2
⇔

EZk
[
Eξk [F (wk+1)− F∗]

]
≤
(

1− ac

2

)
(F (wk)− F∗) + (a2 + b2)

LM

2
Παίρνουμε μέση τιμή ως προς ξ1, ξ2, . . . , ξk−1 και ως προς Z1, Z2, . . . , Zk−1 και συμβολίζουμε ως

μία μέση τιμή

E[F (wk+1)− F∗] ≤
(

1− ac

2

)
E[F (wk)− F∗] + (a2 + b2)

LM

2
⇔

E[F (wk+1)−F∗]−
LM

c

a2 + b2

a
≤ −LM

c

a2 + b2

a
+
(

1− ac

2

)
E[F (wk)−F∗] + (a2 + b2)

LM

2
⇔

E[F (wk+1)− F∗]−
LM

c

a2 + b2

a
≤
(

1− ac

2

)(
E[F (wk)− F∗] −

LM

c

a2 + b2

a

)
.

Εκτελώντας επαναληπτικά την ανισότητα παίρνουμε το ζητούμενο. Επίσης

ac

2
≤ c

2LMG

MG≥1
≤ c

2L

c≤L
≤ 1

2
≤ 1.

Υπάρχει όρος συστολής παραπάνω καθώς

1

2
≤ 1− ca

2
≤ 1.

Σε ντετερμινιστική βελτιστοποίηση (δηλαδή με full-batch gradient) η διασπορά είναι M =
0, αφού παίρνω full-batch άρα θέτοντας άνω M = 0 λαμβάνω και τη σύγκλιση για ντετερμινιστική

βελτιστοποίηση. Ομοίως, τότε το MG = 1, δηλαδή λαμβάνει τη μικρότερη τιμή. Τότε

a ≤ 1

L

που είναι μία κλασσική απαίτηση στην ντετερμινιστική βελτιστοποίηση. Επίσης,

b ≤
√

a

2L
.

Και επίσης σε ντετερμινιστική βελτιστοποίηση δεν χρειαζόμαστε στα παραπάνω τις μέσες

τιμές ως προς τα {ξk}k καθώς μπορούμε να υπολογίσουμε την F και την κλίση και τον εσσιανό

της F ακριβώς (χωρίς εκτιμήτριες mini-batch). ΄Ομως προφανώς θα παραμείνουν οι μέσες τιμές ως

προς {Zk}k. ΄Αρα σε κάθε περίπτωση έχω σύγκλιση των μέσων τιμών.

Αρχικά θα μελετήσουμε κάποια παραδείγματα σε ντετερμινιστική βελτιστοποίηση, δηλαδή δεν χρη-

σιμοποιούμε mini-batch, και η μέθοδος είναι:

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk, Zk ∼ N(0, 1). (32)
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3.3 Παράδειγμα 1

΄Εστω η συνάρτηση

F (x, y) = x8 + 200y2x4 + 104y4

η οποία είναι αυστηρά κυρτή με ολικό ελάχιστο στο (0, 0).

Δοκιμάζουμε τις μεθόδους που φαίνονται στον πίνακα με αρχικό σημείο (0.1, 0.1) και θεωρούμε ως

κριτήριο τερματισμού το να γίνει η νόρμα-2 της κλίσης κάτω από 0.01.

Μέθοδος ak bk Επαναλήψεις για σύγκλιση

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk a = 0.001 b = 0.3 103± 62

wk+1 = wk − ak∇F (wk) a = 0.001 Ν/Α 311

wk+1 = wk − ak∇F (wk) ak Ν/Α 1

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk ak b = 0.3 1.5± 0.5

Table 1: Συνοπτικός πίνακας

Η μέθοδος με θόρυβο και σταθερό βήμα a επιταχύνει σημαντικά τη μέθοδο με σταθερό βήμα a και

χωρίς θόρυβο. Αυτό συμβαίνει επειδή λόγω της τυχαιότητας της κανονικής κατανομής η διαδικασία

μπορεί ξαφνικά να βρεθεί «κοντά» στο ελάχιστο, ενώ χωρίς θόρυβο θα έπρεπε να κάνει περισσότερα

βήματα για να φτάσει εκεί. Επιπλέον, η μέθοδος με βέλτιστο βήμα ak και θόρυβο είναι και αυτή

αρκετά γρήγορη. Το βέλτιστο βήμα ak υπολογίζεται με line-search.

Figure 10: Η μέθοδος με σταθερό βήμα και χωρίς θόρυβο πατάει πάνω σε αυτή με το βέλτιστο

βήμα, αλλά πάει πιο αργά.
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Figure 11: Σημεία

Figure 12: Σημεία

Αλλάζουμε το αρχικό σημείο σε (3, 0):

Μέθοδος ak bk Επαναλήψεις για σύγκλιση

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk a = 0.0001 b = 1 66± 53

wk+1 = wk − ak∇F (wk) a = 0.0001 Ν/Α 45389

wk+1 = wk − ak∇F (wk) ak Ν/Α 2

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk ak b = 1 1.8± 0.5

Table 2: Συνοπτικός πίνακας
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Παρατηρούμε ότι η μέθοδος με σταθερό βήμα a και χωρίς θόρυβο συγκλίνει πάρα πολύ αργά. Αυ-

τό συμβαίνει διότι ο συντελεστής Lipschitz της μερικής παραγώγου της F ως προς x είναι πολύ

μεγαλύτερος σε σχέση με τον αντίστοιχο συντελεστή ως προς y. Αυτό αναγκάζει τα αποδεκτά a
να είναι πολύ μικρά και επιβραδύνει τη σύγκλιση. Ο θόρυβος όμως βγάζει τη διαδικασία από την

κατεύθυνση με τον «άσχημο» συντελεστή Lipschitz και τελικά επιταχύνει τη διαδικασία.

Σε όλα τα παραπάνω είχαμε ε = 10−2
. Τώρα το αλλάζουμε.

Αρχικό σημείο (0.1, 0.1) και ε = 10−8

Μέθοδος ak bk Επαναλήψεις για σύγκλιση

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk a = 0.001 b = 0.3 1302± 1067

wk+1 = wk − ak∇F (wk) a = 0.001 Ν/Α > 500.000

wk+1 = wk − ak∇F (wk) ak Ν/Α 4

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk ak b = 2 23± 16

Table 3: Συνοπτικός πίνακας

Αρχικό σημείο (3, 0) και ε = 10−8

Μέθοδος ak bk Επαναλήψεις για σύγκλιση

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk a = 0.0001 b = 1 228± 152

wk+1 = wk − ak∇F (wk) a = 0.0001 Ν/Α > 500.000

wk+1 = wk − ak∇F (wk) ak Ν/Α 3

wk+1 = wk − ak∇F (wk) + bkH
−1
k ∇F (wk)Zk ak b = 1 2.9± 0.77

Table 4: Συνοπτικός πίνακας

Η διαδικασία με θόρυβο δεν μπορεί πάντα να φτάσει τα αποτελέσματα που επιτυγχάνονται με line
search. ΄Ομως, όταν φτάνει αυτές τις ταχύτητες, η σύγκλιση μπορεί να γίνει ακόμα πιο γρήγορα

λόγω της διασποράς του θορύβου.

3.4 Παράδειγμα 2

Εργαζόμαστε με τη συνάρτηση

F (x, y) = x sin(y) + 2y cos(x)

η οποία δεν είναι αυστηρά κυρτή. ΄Ομως όλα τα σημεία ελαχίστου μιας συνεχώς παραγωγίσιμης

συνάρτησης σε ένα ανοικτό διάστημα θα βρίσκονται σε κάποια κυρτή κοιλάδα, επομένως το θεώρημα

«λειτουργεί» και σε αυτές τις περιπτώσεις.
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Σχήμα 13: F (x, y)

Ο αλγόριθμος σε ντετερμινιστικό περιβάλλον είναι

wk+1 = wk − ak∇F (wk) + bk H−1
k (wk)∇F (wk)Zk, Zk ∼ N(0, 1). (33)

΄Οπως είπαμε η κανονική κατανομή δεν μπορεί να μας βγάλει από το κρίσιμο σημείο εφόσον έχουμε

φτάσει σε αυτό διότι η παραπάνω μέθοδος είναι μια μέθοδος σύγκλισης. ΄Ομως, υπάρχει η περίπτωση

μεταπήδησης από τη μία κυρτή κοιλάδα σε κάποια άλλη στα πρώτα βήματα του αλγορίθμου όπου ο

θόρυβος είναι μεγάλος.

Εκτελούμε 60 επαναλήψεις με x0 = 3, y0 = 3, a = 10−2, b = 1, και με ανοχή ε = 10−2
. Το ε

είναι το Tolerance, δηλαδή όταν η νόρμα-2 της κλίσης πέσει κάτω από αυτό τότε θεωρούμε ότι έχει

συγκλίνει.

Παρατηρούμε ότι στην επανάληψη 15 ο αλγόριθμος μπήκε στο Tolerance, και συνέκλινε στο σημείο

(3.17, 11.67). Στην παρακάτω εικόνα τυπώνουμε μέχρι την επανάληψη 26 γιατί μέχρι το 60 είναι η

ίδια κατάσταση.
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Figure 14: Results

Το σημείο είναι σημείο τοπικού ελαχίστου γιατί ο εσσιανός είναι θετικά ορισμένος (έχει θετικές

ιδιοτιμές) σε αυτό το σημείο. Ενδιαφέρον έχει και το διάγραμμα ισοϋψών καμπυλών. Τα κόκκινα

είναι ελάχιστα ενώ τα μαύρα είναι μέγιστα:

Figure 15: Contour plot

Εμείς ξεκινήσαμε από το (3, 3) και φτάσαμε στο (3.17, 11.67). Είναι εμφανές ότι υπήρχε και άλλο

ελάχιστο ανάμεσα. ΄Αρα στην αρχή του αλγορίθμου η κανονική κατανομή μας έκανε να αλλάξουμε
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κυρτή κοιλάδα. Κάτι τέτοιο δεν μπορεί να συμβεί με έναν κλασικό αλγόριθμο ελαχιστοποίησης που

δεν έχει θόρυβο.

Τρέχουμε τον αλγόριθμο χωρίς θόρυβο, b = 0:

Figure 16: Results

Αρχικά παρατηρούμε ότι για να πάρουμε το ίδιο σφάλμα, ε = 10−2
χρειαστήκαμε 242 επαναλήψεις,

ενώ πριν θέλαμε 15. Επίσης, τώρα συνέκλινε στο (3.21, 5.37) το οποίο είναι το κοντινότερο κρίσιμο

σημείο από την εκκίνηση (3, 3). Το σημείο που συνέκλινε είναι και αυτό τοπικό ελάχιστο. Βλέπου-

με στο άνω διάγραμμα ισοϋψών καμπυλών την αχνο-κόκκινη κυρτή κοιλάδα του. ΄Οσο αφορά την

ταχύτητα σύγκλισης, για να είμαστε δίκαιοι θα πρέπει να κάνουμε ξανά calibrate το βήμα a εφόσον

τώρα μηδενίσαμε τον θόρυβο. Πράγματι, για a = 0.1 ο αλγόριθμος χωρίς θόρυβο συγκλίνει σε 22

βήματα, αλλά όπως είπαμε σε άλλο τοπικό ελάχιστο.

Η μέθοδος με θόρυβο έχει μια σχετική αναισθησία στο σημείο εκκίνησης επομένως αυτό είναι κάτι

καλό όταν δεν ξέρουμε από που να ξεκινήσουμε και θα θέλαμε να εκτελέσουμε πολλαπλές φορές

τον αλγόριθμο με θόρυβο ώστε να λάβουμε μια εικόνα της συνάρτησης. Δηλαδή, αν τρέξουμε τον

αλγόριθμο με θόρυβο με τις ίδιες παραμέτρους

N = 60, x0 = 3, y0 = 3, a = 10−2, b = 1, ε = 10−2

λαμβάνουμε συνεχώς διαφορετικά αποτελέσματα, δηλαδή μπορεί να συγκλίνει σε διάφορα σάγματα,

και σε διάφορα κρίσιμα σημεία, και όλο αυτό λόγω του θορύβου στις πρώτες επαναλήψεις.
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Επομένως, υπάρχει η πιθανότητα, εκτελώντας τον αλγόριθμο n διαφορετικές φορές από p διαφορε-

τικά σημεία αφετηρίας να λάβουμε np διαφορετικά κρίσιμα σημεία.

3.5 Παράδειγμα με Mini-batch

΄Εστω ότι έχουμε δεδομένα από n = 17000 οικοδομικά τετράγωνα. Συγκεκριμένα για κάθε οικοδο-

μικό τετράγωνο γνωρίζουμε το μέσο εισόδημα των κατοίκων, το λόγο δωμάτια διά κάτοικοι καθώς

και τη μέση αξία των ακινήτων.
5

Θα προσαρμόσουμε το γραμμικό μοντέλο με 2 επεξηγηματικές μεταβλητές (μέσο εισόδημα, δωμάτια

δια κάτοικοι) και μία μεταβλητή απόκρισης Y (μέση αξία ακινήτων):

Y = Xβ + ε.

Τα δεδομένα των επεξηγηματικών μεταβλητών βρίσκονται στον πίνακα X

X =


1 x11 x12

1 x21 x22
.
.
.

.

.

.
.
.
.

1 xn1 xn2


δηλαδή η 2η στήλη είναι οι παρατηρήσεις για τη 1η μεταβλητή και η 3η στήλη είναι οι παρατηρήσεις

για τη 2η μεταβλητή, τα δεδομένα της μεταβλητής απόκρισης είναι

Y =


y1

y2
.
.
.

yn


επίσης

β =

β0

β1

β2

 .
Το πλήθος των δεδομένων είναι εδώ n = 17000, επομένως θα χρησιμοποιήσουμε Mini-batch για

ελαχιστοποίηση. Η συνάρτηση κόστους είναι το MSE

MSE(β) =
1

n

n∑
i=1

(yi − (β0 + β1xi1 + β2xi2))2 : R3 → R≥0. (34)

Προφανώς, υπάρχει κλειστός τύπος για την ελαχιστοποίηση στη γραμμική παλινδρόμηση

β̂ = argminMSE(β) = (XTX)−1XTY ∈ R3

και δίνει

β̂ =

37.0957
41.3664
4.8237


όμως εμείς θα ελαχιστοποιήσουμε την κυρτή συνάρτηση (34) χρησιμοποιώντας mini-batch.

5
Δεδομένα: https://download.mlcc.google.com/mledu-datasets/california_housing_train.csv
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Επομένως, έχουμε

βk+1 = βk − ak g(βk) + bkH
−1
k (βk) g(βk)Zk, Zk ∼ N(0, 1)

όπου

g(βk) =
1

nk

nk∑
i=1

∇MSE(βk) : R3 → R3, nk : batch size

και

Hk(βk) =
1

nk

nk∑
i=1

∇2MSE(βk) : R3 → R3×3, nk : batch size.

Για παράδειγμα επιλέγουμε

epochs = 10, nk = 100, β0 = β1 = β2 = 10, a = 0.01, b = 0.01.

Epochs είναι το πλήθος των φορών που θα «περαστεί» το σύνολο των δεδομένων. Για παράδειγμα,

η πρώτη επανάληψη θα γίνει με 100 δεδομένα, όμως αυτά δεν θα επανατοποθετηθούν στο σύνολο

των δεδομένων. ΄Ετσι η δεύτερη επανάληψη θα γίνει με 100 δεδομένα επιλεγμένα από 17000− 100
δεδομένα. Αυτό γίνεται μέχρι να έχουμε «δει» όλα τα δεδομένα μια φορά. Τότε έχει γίνει μία εποχή,

και ξανά ξεκινάμε από την αρχή.

(αʹ) β0 (βʹ) β1

Σχήμα 17

(αʹ) β2 (βʹ) RMSE

Σχήμα 18
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Οι αυξημένες ταχύτητες που βλέπαμε στις μεθόδους που δεν είχαν mini-batch δεν παρατηρούνται.

Αυτό συμβαίνει λόγω της διασποράς που παράγουν τα mini-batch. Αν δεν είχαμε τα mini-batch
τότε αυτό που γινόταν ήταν ότι η μέθοδος λόγω της τυχαιότητας της κανονικής κατανομής «έπεφτε»

σε σημεία με «μικρή» κλίση και ύστερα έμενε εκεί κοντά λόγω της «μικρής» κλίσης. Εδώ με τα

mini-batch η μέθοδος δεν «βλέπει» ολόκληρη τη συνάρτηση της κλίσης και άρα δεν συμβαίνει αυτό.

3.6 Αλγόριθμος Συζηγών Κλίσεων - Conjugate Gradient

Σε όλα τα παραπάνω έχουμε κάνει χρήση του αντίστροφου του εσσιανού αλλά δεν έχουμε αναφερθεί

στο πως μπορούμε με υπολογιστικά εφικτό τρόπο να υπολογίσουμε αυτόν τον αντίστροφο. Τα

επόμενα που θα πούμε ισχύουν τόσο σε περίπτωση ντετερμινιστικής βελτιστοποίησης, όπου δηλαδή

γνωρίζουμε ακριβώς τον εσσιανό Hk στην επανάληψη k, όσο και σε στοχαστική βελτιστοποίηση

όπου εκτιμάμε τον εσσιανό σε κάθε βήμα με mini-batch δηλαδή

Hk =
1

nk

nk∑
i=1

∇2f(wk; ξk,i), nk : batch size.

Μας ενδιαφέρει ο υπολογισμός της ποσότητας

H−1
k ∇F (wk)

όπου όπως είπαμε και οι δύο άνω ποσότητες μπορούν να είναι εκτιμήσεις mini-batch αν είμαστε σε

περιβάλλον στοχαστικής βελτιστοποίησης.

Για την εύρεση της ως άνω ποσότητας δεν επιθυμούμε να αντιστρέψουμε τον εσσιανό καθώς αυτό

είναι υπολογιστικά πολύ ακριβό για να εκτελείται σε κάθε επανάληψη. Αντιθέτως, θα επιλύουμε σε

κάθε βήμα το γραμμικό σύστημα

Hk sk = −∇F (wk)

όπου ο εσσιανός είναι συμμετρικός γιατί υποθέτουμε ότι η F είναι C2
και είναι θετικά ορισμένος

καθώς υποθέτουμε ότι βρισκόμαστε σε κάποια κυρτή περιοχή της F , και άρα «κοντά» στο ελάχιστο,

ή υποθέτουμε ότι η F είναι η ίδια κυρτή συνάρτηση.

΄Εστω ότι γενικά θέλουμε να επιλύσουμε το γραμμικό σύστημα

Ax = b

για έναν αντιστρέψιμο, συμμετρικό και θετικά ορισμένο πίνακα A. Τότε θα παρατηρήσουμε ότι αυτό

είναι ισοδύναμο με το να βρούμε το ελάχιστο της τετραγωνικής συνάρτησης Φ(y) = 1
2y

TAy− bT y,
A συμμετρικός. Η συνάρτηση αυτή είναι κυρτή αν και μόνο αν ο A είναι θετικά ημιορισμένος και

είναι αυστηρά κυρτή αν και μόνο αν ο A είναι θετικά ορισμένος. Και στις δύο άνω περιπτώσεις η

Φ(y) έχει μοναδικό ελάχιστο και

min Φ(x)⇔ ∇Φ(x) = 0 (⇔ Ax = b)

και έχουμε ισοδυναμίες άνω δίοτι λόγω κυρτότητας η συνθήκη ∇Φ(x) = 0 είναι ικανή και ανα-

γκαία. Επομένως, στα πρότυπα της μεθόδου καθόδου αναζητούμε κατεύθυνση pk και συντελεστή

επιτάχυνσης ak ώστε η επαναληπτική διαδικασία

xk+1 = xk + akp
k
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να λύνει το άνω πρόβλημα. Η κατεύθυνση της καθόδου δεν είναι η γρηγορότερη σε αυτό το

πρόβλημα καθώς αποδεικνύεται ότι για τετραγωνικές συναρτήσεις υπάρχει μια κατά πολύ ταχύτερη

κατεύθυνση. Ορίζουμε τα υπόλοιπα

rk = b−Axk

και εύκολα δείχνουμε ότι το βέλτιστο βήμα, δηλαδή το βήμα a τέτοιο ώστε min
a≥0

Φ(xk + apk), είναι

ak =
pk

T
rk

pkTApk
.

Παρατηρούμε ότι

pk⊥rk+1.

Theorem 15. Υποθέτουμε (
Api
)T
pj = 0 ∀i, j = 0, ..., k i 6= j

και

pj
T
rk = 0 ∀j = 0, ..., k − 1.

Τότε ισχύει και

pj⊥rk+1 j = 0, ..., k.

Αν κάνουμε τις παρακάτω επιλογές τότε ισχύουν οι υποθέσεις του θεωρήματος (15)

pk+1 = rk+1 − βkpk k = 0, 1, 2, ...

βk =

(
Apk

)T
rk+1

(Apk)
T
pk

k = 0, 1, 2, ... .

Επίσης ισχύουν

βk = −‖r
k+1‖22
‖rk‖22

ak =
‖rk‖22
pkTApk

=
‖rk‖22
‖pk‖2A

.

΄Εχουμε λοιπόν τον παρακάτω αλγόριθμο για την επίλυση του συστήματος Ax = b.
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Algorithm 2 Conjugate Gradient: Ax = b

r0 = b−Ax0

p0 = r0

for k = 0, 1, 2, ... do

ak =
‖rk‖22
pkTApk

xk+1 = xk + akp
k

rk+1 = rk − akApk

βk = −‖r
k+1‖22
‖rk‖22

pk+1 = rk − βkpk

end for

Ο άνω αλγόριθμος είναι από τους ελάχιστους που περιέχουν τον πίνακα A μόνο σε μία γραμμή

και επίσης δεν δημιουργεί άλλον πίνακα (Matrix-Free),και πέρα από αυτό υπάρχουν μόνο εσω-

τερικά γινόμενα. Επίσης, ο άνω αλγόριθμος, αν ο A είναι διάστασης N × N , τερματίζει με N
το πολύ επαναλήψεις, υπολογίζοντας την ακριβή λύση (υπολογισμός χωρίς σφάλματα στρογγυλο-

ποίησης/αποκοπής). Επίσης, ο αλγόριθμος μπορεί να χρησιμοποιηθεί ακόμα και όταν ο δείκτης

κατάστασης k2(A) του πίνακα Α είναι μεγάλος, αφού εδώ δεν προσπαθούμε να αντιστρέψουμε τον

πίνακα. Υπενθυμίζουμε ότι όσο μεγαλύτερος είναι ο δείκτης κατάστασης ενός πίνακα, τόσο πιο

«μακριά» είναι ο πίνακας A από την αντιστρεψιμότητα.

Επομένως, για την επίλυση του

Hk sk = −∇F (wk)

μπορούμε να υλοποιήσουμε σε κάθε βήμα τον άνω αλγόριθμο με b = −∇F (wk) και A = Hk.

Πέρα από την επίλυση γραμμικών συστημάτων (ή ισοδύναμα την ελαχιστοποίηση τετραγωνικών

συναρτήσεων) με συμμετρικό και θετικά ορισμένο πίνακα, ο άνω αλγόριθμος μπορεί να επεκτα-

θεί και για τη βελτιστοποίηση μη-τετραγωνικών συναρτήσεων. Επομένως, θα μας ενδιέφερε πως

θα μπορούσαμε να δημιουργήσουμε νέους αλγορίθμους βελτιστοποίησης πάνω στην ιδέα των συ-

ζυγών κλίσεων. Τώρα αναφερόμαστε στη βελτιστοποίηση αυτή καθάυτή και όχι στην εύρεση του

αντίστροφου του εσσιανού. Με στόχο λοιπόν τη γενίκευση του άνω αλγόριθμου σε μη-τετραγωνικές

συναρτήσεις υπάρχουν οι αλγόριθμοι Fletcher-Reeves και Polak-Ribiere οι οποίοι μπορούν να χρη-

σιμοποιηθούν για την ελαχιστοποίηση μη-τετραγωνικών συναρτήσεων.
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Algorithm 3 Fletcher-Reeves

r0 = p0 = ∇F (x0)
for k = 0, 1, 2, ... do

Find ak such that F (xk − akpk) = min
a≥0

F (xk − apk)

xk+1 = xk − akpk

rk+1 = ∇F (xk+1)

pk+1 = rk+1 +
rk+1T rk+1

rkT rk
pk

end for

Η μέθοδος Polak-Ribiere είναι μια παραλλαγή της άνω μεθόδου στην οποία

pk+1 = rk+1 +
rk+1T (rk+1 − rk)

rkT rk
pk.

Η μέθοδος Polak-Ribiere θεωρείται γενικά αποτελεσματικότερη, και ταυτίζεται με τη μέθοδο συ-

ζυγών κλίσεων στην περίπτωση που η F είναι τετραγωνική αφού rk+1T rk = 0. Αποδείξεις και

περισσότερες πληροφορίες για τα παραπάνω βρίσκονται στα [1] και [10].

΄Ενα ερώτημα που γεννάται τώρα είναι πως μπορούμε να γενικεύσουμε τους αλγορίθμους Fletcher-
Reeves και Polak-Ribiere σε στοχαστική βελτιστοποίηση. Στο άρθρο [8] αναπτύσσεται μία μέθοδος

τύπου Fletcher-Reeves ή Polak-Ribiere η οποία βασίζεται πάνω στη Stochastic Variance Reduc-
tion Gradient Method (SVRG). Η SVRG όπως έχουμε δει είναι μία Noise Reduction Method
και ο στόχος της είναι η χρησιμοποίηση κατευθύνσεων με φθίνουσα διασπορά ανά βήμα διότι τότε

έχουμε σύγκλιση στο σημείο τοπικού ελαχίστου και όχι σύγκλιση σε ένα διάστημα το οποίο περιέχει

το σημείο τοπικού ελαχίστου και έχουμε και ταχύτερη σύγκλιση αφού οι νέες κατευθύνσεις είναι

καλύτερης «ποιότητας» αφού έχουν μικρότερη διασπορά.

Τελικώς η παραγόμενη μέθοδος καλείται Stochastic improved Fletcher-Reeves conjugate gradient
(SIFR CG) και αποδεικνύεται γραμμική σύγκληση με την επιλογή (improved) Fletcher-Reeves για

ισχυρά κυρτές και λείες συναρτήσεις. Γραμμική σύγκλιση (ή γεωμετρική σύγκλιση) σημαίνει

E [F (wk)− F (w∗)] ≤ ξk E [F (w0)− F (w∗)] , ξ < 1 σταθερά.

Ο λόγος που το κάνουμε όλο αυτό είναι για την επιτάχυνση της μεθόδου και πράγματι πειραματικά

φαίνεται ότι η νέα μέθοδος συγκλίνει γρηγορότερα από την SVRG. Το βέλτιστο βήμα ak επιλέγεται

με Strong Wolf line search το οποίο είναι μια επέκταση του Armijo Line search. Η τεχνική Armijo
Line search επιλύει προσεγγιστικά το πρόβλημα

min
a≥0

F (wk + adk)

δηλαδή για την εύρεση του βήματος που φέρει τη μεγαλύτερη μείωση. Ξέρουμε ότι μία μέθοδος

wk+1 = wk + akdk
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είναι μέθοδος καθόδου αν

∇F (wk)
Tdk < 0.

Αυτό το ζητάμε ώστε να εξασφαλίζουμε μείωση της συνάρτησης
6
. ΄Υστερα όταν κάνουμε Armijo

line search έχουμε

F (wk + akdk)− F (wk) ≤ akc1∇F (wk)
Tdk < 0.

Αν το ak δεν ικανοποιεί την άνω ανισότητα τότε θέτουμε επαναληπτικά ak = cak, c ∈ (0, 1) και

επιλέγουμε το πρώτο ak που ικανοποιεί την ανισότητα. Αν το ak ικανοποιεί την ανισότητα τότε

θέτουμε επαναληπτικά ak = ak/c και επιλέγουμε το τελευταίο που ικανοποιεί την ανισότητα. Το

Wolf line search προσθέτει και την ανισότητα

∇F (wk + akdk)
Tdk ≥ c2∇F (wk)

Tdk (35)

η οποία επιλέγει το ak και με γνώμονα το να κατευθύνεται η κλίση στο 0. Τελικώς η συνθήκη (35)

αντικαθίσταται με

|∇F (wk + akdk)
Tdk| ≤ −c2∇F (wk)

Tdk

και τότε έχουμε το Strong Wolf Line search7. Τα c1, c2 είναι στο (0, 1) και c1 < c2, αλλά πρέπει

να επιλεγούν καλύτερα ώστε να εξασφαλισθεί με μεγαλύτερη σιγουριά ότι η κατεύθυνση να είναι

κατεύθυνση καθόδου σε περίπτωση που χρησιμοποιούμε Fletcher-Reeves κλίσεις. Για επίλυση

αυτού του προβλήματος το άρθρο [8] χρησιμοποιεί την κατεύθυνση Improved FR

βIFRk = − |∇F (wk)
Tdk−1|

∇F (wk−1)Tdk−1
βFRk

ενώ παράλληλα πρέπει c2 <
√

2/2.

Το άρθρο [9] αναπτύσσει μια παρόμοια μέθοδο αλλά υλοποιεί και κατευθύνσεις Polak-Ribiere
βPR+
k+1 = max{βPRk+1, 0}.

Εφόσον είμαστε σε περιβάλλον mini-batch εκτιμήσεων των συναρτήσεων F δεν είμαστε σίγουροι

ότι όντως προχωράμε προς την κάθοδο επειδή δεν μπορούμε να υπολογίσουμε όλη τη συνάρτηση

F . ΄Ομως οι παραπάνω τεχνικές έχουν μεγαλύτερη πιθανότητα να μας οδηγούν προς την κάθοδο.

6
Αυτό ισχύει για την επιλογή dk = −∇F (wk) και για την επιλογή dk = HF−1∇F καθώς ο εσσιανός είναι θετικά

ορισμένος κοντά στο ελάχιστο.
7
Περισσότερα πάνω σε improved Fletcher-Reeves και σε Strong Wolf Line Search μπορούν να βρεθούν στο [5].
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3.7 Βελτιστοποίηση και ταυτόχρονη επιλογή μεταβλητών - Lasso and
Ridge Regression

Το γραμμικό μοντέλο με k επεξηγηματικές μεταβλητές και μία μεταβλητή απόκρισης Y είναι:

Y = Xβ + ε, ε ∼ N(0, σ).

΄Εστω ότι έχουμε n παρατηρήσεις για κάθε μεταβλητή, τότε ο πίνακας σχεδιασμού X είναι

X =


1 x11 . . . x1k

1 x21 . . . x2k
.
.
.

.

.

. . . .
.
.
.

1 xn1 . . . xnk


όπου η 2η στήλη είναι η πρώτη μεταβλητή, κ.ο.κ., και

Y =


y1

y2
.
.
.

yn


επίσης

β =


β0

β1
.
.
.

βk

 .
Για να προσαρμόσουμε το γραμμικό μοντέλο όπως έχουμε δει πρέπει να ελαχιστοποιήσουμε το μέσο

τετραγωνικό σφάλμα

MSE(β) =
1

n

n∑
i=1

(yi − ŷi)2 : Rk+1 → R≥0 (36)

όπου Ŷ = Xβ̂, β̂ = argminMSE(β). Η λύση είναι

β̂ = argminMSE(β) = (XTX)−1XTY ∈ Rk+1.

Στην ενότητα (3.6) είπαμε ότι ίσως να μην θέλουμε να υπολογίσουμε το παραπάνω καθώς ο α-

ριθμός των δεδομένων n μπορεί να είναι πολύ μεγάλος και για αυτό το λόγω κάναμε στοχαστική

βελτιστοποίηση στο μέσο τετραγωνικό σφάλμα. Υπάρχει όμως ένα «αντίστροφο» πρόβλημα που

μπορεί να προκύψει: να έχουμε περισσότερες μεταβλητές από ότι δεδομένα, δηλαδή k > n. Τότε

ο πίνακας XTX δεν είναι αντιστρέψιμος και το πρόβλημα ελαχιστοποίησης είναι κακώς τοποθετη-

μένο. Επομένως, μια ιδέα που γεννάται είναι μήπως με χρήση κάποιας ποινής στη συνάρτηση μέσου

τετραγωνικού σφάλματος μπορούμε να αναγκάζουμε κάποια βj να μηδενίζονται έως ότου ισχύει

k < n. Πράγματι, η νέα συνάρτηση προς ελαχιστοποίηση θα είναι:

L(β) =
1

n

n∑
i=1

(yi − ŷi)2 + λ
k∑
j=0

|βj |, λ > 0

όπου ο όρος g(βj) καλείται όρος ποινής και ποινικοποιεί το βj όταν βj 6= 0. Ανακαλέστε ότι αν

βj = 0 τότε η μεταβλητή Xj (j + 1 στήλη του πίνακα X) έχει βγει τελείως από το μοντέλο. Η

παραπάνω μέθοδος καλείται μέθοδος LASSO και «μηδενίζει» όσες μεταβλητές χρειάζεται μέχρις
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ότου ισχύει k < n δοθέντος ότι το λ έχει επιλεγεί κατάλληλα. ΄Οσο μεγαλύτερο είναι το λ τόσες

περισσότερες μεταβλητές μηδενίζονται, δηλαδή μπορεί να μηδενιστούν και παραπάνω μεταβλητές

από όσες χρειάζεται. ΄Ετσι τελικώς καταφέρνουμε να κάνουμε προσαρμογή του μοντέλου με ταυ-

τόχρονη επιλογή μεταβλητών. Αρχικά μπορεί να φανεί σπάνιο να υπάρξει ένα πρόβλημα για το οποίο

ισχύει ότι k > n, όμως στην πράξη μπορεί ακόμη και να ισχύει k >> n. ΄Ενα παράδειγμα έρχεται

από πειράματα στην γιατρική και στη βιολογία. Ας υποθέσουμε ότι έχουμε 50 ασθενείς μιας πολύ

σπάνιας ασθένειας και ότι από αυτούς έχουμε συλλέξει δεδομένα για 5000 genetic markers (επεξη-

γηματικές μεταβλητές) ενώ επίσης έχουμε συλλέξει δεδομένα για μια συνεχή μεταβλητή απόκρισης

που σχετίζεται με την ασθένεια αυτή, έστω Y . Ο στόχος μας είναι να εντοπίσουμε ποιες μεταβλητές

από τις 5000 σχετίζονται με αυτήν την ασθένεια, δηλαδή την ποσότητα Y , αλλά και να μπορέσουμε

να κάνουμε ακριβείς προβλέψεις της Y για μελλοντικούς ασθενείς με βάση τα δεδομένα που έχουμε.

Οι γιατροί γνωρίζουν εμπειρικά ότι περίπου 15−20 genetic markers επηρεάζουν την ασθένεια αλλά

κάτι τέτοιο θα πρέπει να αποτυπώνεται και στο στατιστικό μοντέλο. Πράγματι, αν εκτελέσουμε

τη μέθοδο LASSO τότε θα δούμε ότι μπορούμε να «ρίξουμε» τις μεταβλητές κάτω από τις 50 (και

άρα ταυτόχρονα να προσαρμοσθεί ένα μοντέλο γραμμικής παλινδρόμησης) και αυξάνοντας το λ να

τις μειώσουμε σε 15 − 20 μεταβλητές. Το σημαντικό είναι ότι οι μεταβλητές που «επιζούν» με τη

μέθοδο LASSO είναι αυτές που πίστευαν και οι γιατροί ότι επηρεάζουν την ασθένεια.
8

΄Ενα άλλο πρόβλημα που μπορεί μερικώς να λυθεί με ποινικοποίηση είναι το πρόβλημα της υπε-

ρεκπαίδευσης όπου ένα στατιστικό μοντέλο «μαθαίνει απέξω» τα δεδομένα που του έχουν δοθεί και

στο τέλος δεν μπορεί να κάνει ορθές γενικεύσεις σε νέα δεδομένα. Ας υποθέσουμε ότι βρισκόμα-

στε σε περιβάλλον k < n, τότε θα θέλαμε να αποτρέψουμε συγκεκριμένες μεταβλητές να λάβουν

μεγάλες τιμές βj και έτσι ελαχιστοποιούμε τη συνάρτηση

L(β) =
1

n

n∑
i=1

(yi − ŷi)2 + λ

k∑
j=0

β2
j , λ > 0.

Η παραπάνω μέθοδος καλείται Ridge Regression και δεν μπορεί να μηδενίσει κάποιο βj αλλά τα

αποτρέπει από το να πάρουν μεγάλες τιμές. Τα βj που θα πάρουν γενικώς «μικρές» τιμές κατά

απόλυτη τιμή ίσως να θέλουμε να τα αφαιρέσουμε από το μοντέλο και ύστερα να ξαναπροσαρμόσουμε

το μοντέλο χωρίς την ποινικοποίηση. Επομένως, έτσι εκτελείται και επιλογή μεταβλητών. Είναι

φανερό ότι τόσο από τη μέθοδο LASSO όσο και από τη μέθοδο Ridge οι παραγόμενες εκτιμήσεις

β̂ είναι μεροληπτικές καθώς γνωρίζουμε ότι η

β̂ = argminMSE(β) = (XTX)−1XTY

είναι αμερόληπτη εκτιμήτρια του β. Ωστόσο οι διασπορές των β̂ από τις μεθόδους LASSO και

Ridge μπορεί να είναι κατά πολύ μικρότερες από αυτήν που έχει η αμερόληπτη εκτιμήτρια και κατά

συνέπεια η τιμή του MSE τελικώς να είναι μικρότερη, άρα εδώ υπάρχει το φαινόμενο που καλείται

bias-variance trade-off. Αντίστοιχες τεχνικές ποινικοποίησης χρησιμοποιούνται και σε νευρωνικά

δίκτυα με στόχο την αποφυγή της υπερεκπαίδευσης. Τέλος, και στις δύο μεθόδους πριν την υλο-

ποίησή τους, θα πρέπει οι μεταβλητές να τυποποιηθούν, δηλαδή από κάθε μεταβλητή να αφαιρεθεί

ο μέσος της και να διαιρεθεί με την τυπική απόκλισή της.

΄Ενα ερώτημα που μπορεί κανείς να έχει είναι γιατί είναι τόσο σημαντικό το γραμμικό μοντέλο

και για ποιόν λόγο να το χρησιμοποιούμε αφού μπορούμε να κάνουμε πολύ ακριβείς προβλέψεις

χρησιμοποιώντας ένα νευρωνικό δίκτυο. Αρχικά, ένα γραμμικό μοντέλο μπορεί να εκφράσει μη-

γραμμικότητες, αυτό μπορεί να γίνει με διάφορους τρόπους. Για παράδειγμα, αν πιστεύουμε ότι

8
Η προσαρμογή του μοντέλου έγινε με πραγματικά δεδομένα στο Data Science Summer School 2019 στο

Barcelona Graduate School of Economics, Universitat Pompeu Fabra.
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μια επεξηγηματική μεταβλητή X δεν σχετίζεται γραμμικά με τη μεταβλητή απόκρισης Y , αλλά ο

λογάριθμος της X σχετίζεται, τότε θα προσαρμόσουμε το μοντέλο χρησιμοποιώντας τον λογάριθμο

της X κ.ο.κ. για οποιαδήποτε συνάρτηση της μεταβλητής X. Επιπλέον, μπορούμε για παράδειγμα

να πολλαπλασιάσουμε δύο μεταβλητές μαζί και να χρησιμοποιήσουμε το γινόμενο ως νέα μεταβλη-

τή. Επομένως, υπάρχουν τρόποι να εκφράσουμε μη-γραμμικότητες σε ένα γραμμικό μοντέλο και

δεν χρειάζεται πάντα να καταφύγουμε σε νευρωνικό δίκτυο. ΄Ενας άλλος λόγος που είναι πολύ

σημαντικός στη στατιστική είναι η δυνατότητα ερμηνειών και εξαγωγής γνώσης από ένα μοντέλο

πέραν της προβλεπτικής του αξίας. Στα γραμμικά μοντέλα υπάρχει τεράστια βιβλιογραφία για την

ερμηνεία του μοντέλου και μπορούμε για παράδειγμα να δούμε ξεκάθαρα πώς μια μεταβλητή επηρε-

άζει την άλλη ή τι γίνεται αν μια μεταβλητή αυξομειωθεί ή εγκαταλείψει το μοντέλο. Αυτή η γνώση

είναι εξίσου σημαντική με τις προβλέψεις του μοντέλου σε πάρα πολλές εφαρμογές. ΄Ενα νευρωνικό

δίκτυο μπορεί να έχει μεγαλύτερη ακρίβεια αλλά είναι σίγουρα πιο ακριβό υπολογιστικά και έχει

μηδενική ερμηνεία καθώς ούτε τα βάρη ούτε οι μεταβλητές δεν μπορούν να ερμηνευθούν. ΄Αρα από

στατιστικής άποψης και σε περιβάλλον που δεν μας ενδιαφέρει η τελευταία σταγόνα ακρίβειας, θα

πρέπει να εξαντληθεί η χρήση των γραμμικών μοντέλων και ύστερα με καλή γνώση των δεδομένων

και του προβλήματος να υλοποιούνται και νευρωνικά δίκτυα.
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3.8 Επέκταση Μεθόδου: Σταθερή παρουσία του όρου Newton-Raphson

Θα μελετήσουμε τώρα την εξής μέθοδο:

wk+1 = wk − a∇F (wk) + bZk H−1
k ∇F (wk)− cH−1

k ∇F (wk) (37)

δηλαδή προσθέτουμε έναν ντετερμινιστικό όρο τύπου Newton-Raphson.

Εφαρμογή στο Παράδειγμα της ενότητας 3.3

F (x, y) = x8 + 200y2x4 + 104y4

Η άνω συνάρτηση είναι αυστηρά κυρτή με ολικό ελάχιστο στο (0, 0).

Δοκιμάζουμε την άνω μέθοδο με αρχικό σημείο (0.1, 0.1) και θεωρούμε ως κριτήριο τερματισμού

το να γίνει η νόρμα-2 της κλίσης κάτω από 0.01.

Μέθοδος a b c Επαναλήψεις

wk+1 = wk − a∇F (wk) + bZk H−1
k ∇F (wk)− cH−1

k ∇F (wk) a = 0.001 b = 1 c = 2 2.65± 1.18

wk+1 = wk − a∇F (wk)− cH−1
k ∇F (wk) a = 0.001 Ν/Α c = 2 2

wk+1 = wk − a∇F (wk) + bH−1
k ∇F (wk)Zk a = 0.001 b = 1 Ν/Α 17± 14

Table 5: Συνοπτικός πίνακας

΄Αλλάζουμε το αρχικό σημείο σε (3, 0):

Μέθοδος a b c Επαναλήψεις

wk+1 = wk − a∇F (wk) + bZk H−1
k ∇F (wk)− cH−1

k ∇F (wk) a = 0.0001 b = 1 c = 2 2.1± 1.3

wk+1 = wk − a∇F (wk)− cH−1
k ∇F (wk) a = 0.0001 Ν/Α c = 2 2

wk+1 = wk − a∇F (wk) + bH−1
k ∇F (wk)Zk a = 0.001 b = 1 Ν/Α 66± 53

Table 6: Συνοπτικός πίνακας

Γενικώς παρατηρείται ότι η διαρκής παρουσία του όρου Newton-Raphson επιταχύνει τη σύγκλιση.

Ουσιαστικά με αυτή τη μέθοδο καταφέρνουμε να έχουμε πάντα κατά μέσο όρο την ποσότητα

−cH−1
k ∇F (wk)

και λέμε κατά μέσο όρο καθώς ο μέσος της κανονικής κατανομής είναι 0. Για το παράδειγμα 2

είναι δύσκολο να κάνουμε τέτοιου είδους συγκρίσεις καθώς η συνάρτηση είναι μη-κυρτή και άρα θα

έχουμε σύγκλιση σε διάφορα κρίσιμα σημεία.
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