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Περίληψη

Τα τελευταία χρόνια, η ϐαθιά µάθηση (deep learning) έχει ϐρει εφαρµογή σε ποικίλους
τοµείς της καθηµερινότητας και της επιστήµης. Αρχιτεκτονικές ϐαθιών νευρωνικών δι-
κτύων χρησιµοποιούνται για την εξαγωγή µοντέλων υπολογιστικής όρασης, αναγνώρισης
οµιλίας, αλλά και ανακάλυψης ϕαρµάκων και ανάλυσης ιατρικών εικόνων. Στην πα-
ϱούσα εργασία, αναπτύσσονται δύο µοντέλα ϐαθιών νευρωνικών δικτύων µε σκοπό την
ταξινόµηση χηµικών ουσιών σε τρεις κλάσεις ανάλογα µε το δυναµικό πρόσδεσής τους
στους υποδοχείς οιστρογόνων του ανθρώπινου οργανισµού. Το πρώτο µοντέλο αφορά την
επεξεργασία δεδοµένων εισόδου µε τη µορφή περιγραφικών µεταβλητών 2D και 3D µο-
ϱιακής δοµής µέσω ενός ϐαθιού νευρωνικού δικτύου εµπρόσθιας τροφοδότησης (µοντέλο
Multilayer Perceptron - MLP). Η µεθοδολογία αυτή µπορεί να υπαχθεί στις κλασικές
µεθοδολογίες Ποσοτικών Σχέσεων ∆οµής-∆ράσης (Quantitative Structure–Activity Rela-
tionship - QSAR). Το δεύτερο µοντέλο νευρωνικών δικτύων δέχεται ως είσοδο χηµικούς
γράφους, δηλαδή µη-ευκλείδειες απεικονίσεις της δοµής των χηµικών µορίων, όπου οι
κόµβοι αναπαριστούν τα άτοµα και οι ακµές τους χηµικούς δεσµούς µεταξύ των ατόµων
(µοντέλο Graph Neural Networks - GNN). Με αυτόν τον τρόπο, επιτυγχάνεται η προτυ-
ποποίηση των σχέσεων µεταξύ δοµικών χαρακτηριστικών και ϐιολογικής δράσης χωρίς
να είναι αναγκαία η κατασκευή και επιλογή κατάλληλων περιγραφικών µεταβλητών σε
µοριακό επίπεδο.

Τα παραπάνω µοντέλα ϐελτιστοποιούνται και εκπαιδεύονται µε χρήση γλώσσας προγραµ-
µατισµού Python και υπολογιστικών πόρων από το Google Colaboratory, ενώ αξιολογο-
ύνται τόσο στα δεδοµένα επαλήθευσης όσο και στα δεδοµένα εκπαίδευσης. Ακόµη, επι-
χειρείται σύγκριση µε µοντέλο προηγούµενης εργασίας, το οποίο επιλύει το ίδιο πρόβλη-
µα ταξινόµησης τριών κλάσεων χρησιµοποιώντας ϐαθιά συνελικτικά νευρωνικά δίκτυά µε
είσοδο εικόνες χηµικών µορίων (µοντέλο Convolutional Neural Networks - CNN). Συνο-
πτικά, τα δύο µοντέλα της παρούσας εργασίας προβλέπουν ικανοποιητικά την κλάση ενός
ενδοκρινικού διαταράκτη (η ακρίβεια πρόβλεψης ξεπερνάει το 0.7), ενώ παρουσιάζουν κα-
λύτερα αποτελέσµατα από το µοντέλο Convolutional Neural Networks - CNN. Αναφορικά
µε την επιµέρους σύγκριση των µοντέλων, το µοντέλο Graph Neural Networks - GNN υ-
περτερεί, έστω και σε µικρο ϐαθµό, του µοντέλου Multilayer Perceptron - MLP σε όλες τις
µετρικές τιµές αξιολόγησης. Τέλος, οι προοπτικές περαιτέρω ϐελτίωσης της προβλεπτικής
ικανότητας του µοντέλου Graph Neural Networks - GNN µέσα από την ενσωµάτωση σύγ-
χρονων και στιβαρότερων στρωµάτων νευρωνικής ανταλλαγής µηνυµάτων αναδεικνύουν το
σηµαντικό ερευνητικό ενδιαφέρον γύρω από την πρόβλεψη ιδιοτήτων χηµικών ουσιών µε
αρχιτεκτονικές νευρωνικών δικτύων που επεξεργάζονται δοµές γράφων.

Λέξεις-κλειδιά: ϐαθιά µάθηση, νευρωνικά δίκτυα εµπρόσθιας τροφοδότησης, νευ-
ϱωνικά δίκτυα γράφων, συνελικτικά νευρωνικά δίκτυα, ποσοτικές σχέσεις δοµής-δράσης,
χηµικός γράφος, ενδοκρινικοί διαταράκτες
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Abstract

Over the last years, deep learning has found application in various fields of daily life
and science. Deep neural networks architectures are being used for the ectraction of
models dealing with problems concerning a diverse range of challenging tasks, such as
computer vision, speech recognition, medical images analysis and drug discovery. In
this thesis, two models of deep neural networks that perform the task of 3-class classi-
fication of chemical compounds depending on their estrogen receptor binding strength
are developed. The first model processes input data in the form of 2D and 3D molecular
structure descriptors using a deep feedforward neural network (Multilayer Perceptron
- MLP model). This approach can be seen as a regular Quantitative Structure–Activity
Relationship (QSAR) approach. The second model’s inputs are chemical graphs, i.e.
non-euclidean illustrations of molecules, where nodes and edges represent atoms and
bonds respectively (Graph Neural Networks - GNN model). In this way, modeling of
the relationship between the structural features and the biological activity is achieved
without the need for the generation and proper choice of molecular descriptors.

The above models have been optimized, trained and evaluated using Python and com-
putational resources from Google Colaboratory. Furthermore, they are compared with
a previous work’s model, which is dealing with the same 3-class classification prob-
lem using molecular image-based deep convolutional neural networks (Convolutional
Neural Networks - CNN model). Briefly, both of the models developed in the current
thesis satisfactorily predict the class of an edocrine disrupting chemical (accuracy over-
comes 0.7), while, in general, they are performing better than the Convolutional Neural
Networks - CNN model. It is a fact that the Graph Neural Networks - GNN model
outperforms Multilayer Perceptron - MLP model in all of the evaluation metrics, even
in a small degree. Finally, the prospects for further improvement of Graph Neural
Networks - GNN model’s forecasting ability through integration with state-of-the-art
and more powerful neural message passing layers highlight the importance of research
surrounding chemical properties prediction using graph-processing neural networks
structures.

Keywords: deep learning, feedforward neural networks, graph neural networks,
convolutional neural networks, Quantitative Structure–Activity Relationship, chemical
graph, edocrine disrupting chemicals
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Εισαγωγή (Introduction)

Με την τεράστια τεχνολογική πρόοδο των τελευταίων δεκαετιών, ο όγκος των πληροφοριών
που είναι διαθέσιµες στο ευρύ κοινό όλο και αυξάνεται. Είναι αναπόφευκτη, λοιπόν, η
ανάπτυξη υπολογιστικών εργαλείων, τα οποία ϑα επεξεργάζονται µε κατάλληλο τρόπο τις
πληροφορίες αυτές µε σκοπό την εξαγωγή χρήσιµης γνώσης που ϑα ϐελτιώνει την ανθρώπι-
νη Ϲωή. Φυσικά, τα εργαλεία αυτά της πληροφορικής δεν ϑα µπορούσαν να µην αφορούν
και επιστηµονικούς τοµείς, όπως η χηµεία, η ϐιολογία και η επιστήµη των υλικών. ΄Ετσι, ο
συνδυασµός των παραπάνω µε αλγορίθµους τεχνητής νοηµοσύνης (και συγκεκριµένα, του
κλάδου της µηχανικής µάθησης) διαµόρφωσε υπολογιστικές ϱοές αναγνώρισης προτύπων
µεταξύ ενός συνόλου δεδοµένων χηµικών µορίων, ϐιοµορίων ή νανοϋλικων. Μάλιστα,
πολύ συχνά οι ϱοές αυτές είναι ικανές να αντικαταστήσουν τις δαπανηρές, χρονοβόρες
και συχνά αντιδεοντολογικές (λόγω των in-vivo δοκιµών σε Ϲώα) πειραµατικές διαδικα-
σίες. Ταυτόχρονα, τα παραγόµενα µοντέλα µηχανικής µάθησης µπορούν αποδεδειγµένα
να παράξουν νέα γνώση, η οποία ϑα ήταν αδύνατο να παραχθεί εφαρµόζοντας κλασικές
µεθοδολογίες.

Η πρόβλεψη ιδιοτήτων χηµικών ουσιών µε χρήση αλγορίθµων µηχανικής µάθησης αποτε-
λεί ένα παράδειγµα σύµπραξης της πληροφορικής µε τη χηµεία και τη ϐιολογία. Μοντέλα,
τα οποία συνδέουν διάφορα χαρακτηριστικά της 2D ή 3D δοµής των µορίων µε σκοπό την
πρόβλεψη ϐιολογικής δραστηριότητας (QSAR µοντέλα) ξεκίνησαν ήδη να αναπτύσσονται
στα µέσα του προηγούµενου αιώνα. Σήµερα, η ανάπτυξη τους ενθαρρύνεται από τον Ευ-
ϱωπαϊκό Οργανισµό Χηµικών (European Chemicals Agency - ECHA ) υπό την αιγίδα
της Ευρωπαϊκής ΄Ενωσης σύµφωνα µε τον κανονισµό REACH (Registration, Evaluation,
Authorisation and Restriction of Chemicals), αλλά και από άλλους οργανισµούς, προ-
σφέροντας µάλιστα πληθώρα δεδοµένων ϐιολογικής απόκρισης (π.χ. τοξικότητα) µέσω
ηλεκτρονικών ϐάσεων δεδοµένων.

Ταυτόχρονα, ένας κλάδος της µηχανικής µάθησης που καλείται ϐαθιά µάθηση (deep
learning) προσφέρει τα τελευταία χρόνια όλο και περισσότερα υπολογιστικά εργαλεία που
σχετίζονται µε εφαρµογές σε πεδία, όπως η υπολογιστική όραση, η αναγνώριση οµιλίας,
η επεξεργασία ϕυσικής γλώσσας αλλά και η ϐιοπληροφορική, η ανακάλυψη ϕαρµάκων
και η ανάλυση ιατρικών εικόνων. Στην παρούσα εργασία επιχειρείται η χρήση της ϐαθιάς
µάθησης µέσω διαφόρων τύπων νευρωνικών δικτύων για την δηµιουργία µοντέλων που
ϑα προβλέπουν τις ιδιότητες χηµικών ουσιών λαµβάνοντας ως είσοδο δεδοµένα που χαρα-
κτηρίζουν δοµικά τα εν λόγω µόρια. Στην περίπτωση, µάλιστα, του υπό µελέτη συνόλου
δεδοµένων, ϑα µπορούσαµε να κατατάξουµε τα µοντέλα που παράγονται στην κατηγο-
ϱία των µοντέλων QSAR, αφού η ιδιότητα που προβλέπεται είναι το δυναµικό πρόσδεσης
χηµικών ουσιών στο ανθρώπινο ενδοκρινικό σύστηµα, δηλαδή µια µορφή ϐιολογικής δρα-
στηριότητας.

Πιο συγκεκριµένα, παράγονται µοντέλα ϐαθιών νευρωνικών δικτύων εµπρόσθιας τροφο-
δότησης και ϐαθιών νευρωνικών δικτύων γράφων, η απόδοση των οποίων αξιολογείται,
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αλλά και συγκρίνεται µε την απόδοση µοντέλου ϐαθιών συνελικτικών νευρωνικών δικτύων
µε είσοδο εικόνες χηµικών µορίων. Τα δεδοµένα εισόδου στο µοντέλο εµπρόσθιων νευ-
ϱωνικών δικτύων είναι µοριακές περιγραφικές µεταβλητές, όπως ισχύει στο σύνολο των
κλασικών QSAR µοντελοποιήσεων. Από την άλλη, στα ταχύτατα εξελισσόµενα νευρωνικά
δίκτυα γράφων, είσοδο αποτελούν τα χηµικά µόρια σε µορφή χηµικών γράφων, όπου οι
κόµβοι αποτελούν τα άτοµα και οι ακµές τους δεσµούς, συγκροτώντας, έτσι, µια ϱεαλιστι-
κή και στιβαρή µη-ευκλείδεια απεικόνιση της δοµής χηµικών ουσιών.

Η παρούσα εργασία ξεκινά µε την αναλυτική παρουσίαση του ϑεωρητικού υπόβαθρου
για τα είδη των νευρωνικών δικτύων, πάνω στα οποία ϐασίζονται τα µαθηµατικά µοντέλα
που αναπτύσσονται. Στη συνέχεια, δίνονται πληροφορίες σχετικά µε τις µοντελοποιήσεις
QSAR και τη συµβολή σε αυτές σύγχρονων υπολογιστικών ϱοών ϐαθιάς µηχανικής µάθη-
σης. Επίσης, παρουσιάζεται το συνόλο δεδοµένων ενδοκρινικών διαταρακτών και ο τρόπος
κωδικοποίησής τους στην διαδικτυακή ϐάση δεδοµένων. Τέλος, περιγράφεται η µεθοδο-
λογία ανάπτυξης των µοντέλων, καθώς και η αξιολόγησή τους µέσα από διαφόρες µετρικές
τιµές. Η διεκπεραίωση του σκοπού ταξινόµησης των χηµικών ουσιών έλαβε χώρα µε χρήση
του διαδικτυακού περιβάλλοντος Google Colaboratory, µέσα από το οποίο προσφέρονται
δωρεάν (µε ορισµένους περιορισµούς) προς χρήση ισχυρές µονάδες επεξεργαστών (CPU)
και µονάδες καρτών γραφικών (GPU). Οι υπολογιστικοί πόροι αυτοί κρίθηκαν απαραίτη-
τοι για την άρτια ανάπτυξη και επικύρωση των µοντέλων σε ϐιώσιµους υπολογιστικούς
χρόνους.
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Κεφάλαιο 1

Τεχνητά Νευρωνικά ∆ίκτυα (Artificial
Neural Networks)

1.1 Τεχνητή Νοηµοσύνη και Μηχανική Μάθηση (Artificial Intelli-
gence and Machine Learning)

Για πολλές χιλιετίες οι άνθρωποι ονειρεύονταν την δηµιουργία µηχανών που µπορούν να
σκέφτονται. Χαρακτηριστικό παράδειγµα αποτελεί ο Τάλως, µια µυθική µεταλλική αν-
ϑρωπόµορφη µηχανή προγραµµατισµένη από τον ΄Ηφαιστο να ϕυλάει το νησί της Κρήτης.
Σήµερα, η ικανότητα µίµησης από υπολογιστές πολλών στοιχείων της ανθρώπινης ευφυ-
ΐας, όπως επίτευξη συλλογιστικής πορείας, µάθησης, σχεδιασµού, αντίληψης και επεξερ-
γασία ϕυσικής γλώσσας αποτελεί µια υπαρκτή και ταχύτατα εξελισσόµενη τεχνολογία. Η
αναγνώριση οµιλίας και εικόνων, τα κοινωνικά δίκτυα, η ιατρική και η ϱοµποτική είναι ο-
ϱισµένοι µόνο από τους τοµείς της ανθρώπινης δραστηριότητας όπου η τεχνητή νοηµοσύνη
έχει ϐρει εφαρµογή τα τελευταία χρόνια.

Η µηχανική µάθηση είναι µια υποκατηγορία της τεχνητής νοηµοσύνης, η οποία µελετά
την ανάπτυξη αλγορίθµων που ϐελτιώνονται αυτόµατα µέσω της εµπειρίας από τη χρήση
δεδοµένων. Οι αλγόριθµοι αυτοί κατασκευάζουν ένα µοντέλο, το οποίο είναι ικανό να
¨εκπαιδεύεται¨ από ένα σύνολο δεδοµένων, γνωστό ως ¨δεδοµένα εκπαίδευσης¨, προκει-
µένου να πραγµατοποιεί συγκεκριµένες προβλέψεις ή να λαµβάνει αποφάσεις χωρίς να
είναι ϱητά προγραµµατισµένο για αυτόν τον σκοπό. [1] Η µηχανική µάθηση χωρίζεται σε
3 ϐασικές κατηγορίες :

• Επιβλεπόµενη Μάθηση (Supervised Learning), όπου το µοντέλο εκπαιδεύεται σε δε-
δοµένα εκπαίδευσης, τα οποία περιλαµβάνουν τις εισόδους µε τις αντίστοιχες επιθυ-
µητές εξόδους. Στόχος του µοντέλου είναι να προβλέψει σωστά τις προκαθορισµένες
εξόδους χρησιµοποιώντας διάφορες µεθόδους, όπως τα τεχνητά νευρωνικά δίκτυα.

• Μη-επιβλεπόµενη Μάθηση (Unsupervised Learning), όπου παρέχονται µόνο δεδο-
µένα εισόδου χωρίς τις αντίστοιχες εξόδους. Τα µοντέλα µη-επιβλεπόµενης µάθησης
χρησιµοποιούν αλγορίθµους µηχανικής µάθησης µε σκοπό την εύρεση κρυφών µο-
τίβων (οµοιοτήτων ή διαφορών) µεταξύ των δεδοµένων εισόδου, καθώς και την οµα-
δοποίησή τους (προβλήµατα συσταδοποίησης). [3]

– Ηµί-επιβλεπόµενη Μάθηση (Semi-supervised Learning), η οποία είναι µια προ-
σέγγιση της µηχανικής µάθησης που συνδυάζει στοιχεία από την επιβλεπόµενη
και µη-επιβλεπόµενη µάθηση. Στην περίπτωση αυτή, το µοντέλο εκπαιδεύεται
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µε χρήση ενός µικρού συνόλου δεδοµένων µε ετικέτα (είσοδοι µε τις αντίστοι-
χες επιθυµητές εξόδους) σε συνδυασµό µε ένα µεγάλο σύνολο δεδοµένων χωρίς
ετικέτα έχοντας ως σκοπό την πρόβλεψη των άγνωστων ετικετών. [2]

• Ενισχυτική µάθηση (Reinforcement Learning), όπου το µοντέλο εκπαιδεύεται µέσα
από άµεση αλληλεπίδραση µε το περιβάλλον ανατροφοδοτούµενο από τα αποτε-
λέσµατα των δικών του ενεργειών, δηλαδή σήµα επιβράβευσης για ¨θετική συµπε-
ϱιφορά¨ (σωστή πρόβλεψη) και σήµα τιµωρίας για ¨αρνητική συµπεριφορά¨ (λάθος
πρόβλεψη). Η διαφορά µε την επιβλεπόµενη µάθηση έγκειται στην πηγή της ανα-
τροφοδότησης του µοντέλου (στην περίπτωση της επιβλεπόµενης µάθησης είναι οι
προκαθορισµένες σωστές ετικέτες των δεδοµένων εισόδου), ενώ η διαφορά µε την µη-
επιβλεπόµενη µάθηση έγκειται στους διαφορετικούς στόχους (η ενισχυτική µάθηση
επιδιώκει το σχεδιασµό ενεργειών που ϑα µεγιστοποιήσουν την συνολική επιβράβευ-
ση) [2].

Σχήµα 1.1: ∆ιαγραµµατική απεικόνιση κατηγοριών και εφαρµογών της µηχανικής µάθησης

Η παρούσα εργασία στοχεύει στην ανάπτυξη µοντέλων επιβλεπόµενης µάθησης µε χρήση
Τεχνητών Νευρωνικών ∆ικτύων.

1.2 Εισαγωγή στα Τεχνητά Νευρωνικά ∆ίκτυα (Introduction to Ar-
tificial Neural Networks)

Η ιδέα των τεχνητών νευρωνικών δικτύων προέρχεται, όπως ϕανερώνει η ονοµασία τους,
από το νευρικό σύστηµα του ανθρώπου. Το νευρικό σύστηµα είναι υπεύθυνο για τον έλεγ-
χο και λειτουργία όλων των σωµατικών και ψυχικών λειτουργιών, καθώς επίσης και για
την αλληλεπίδραση του ανθρώπου µε το περιβάλλον. Σε κυτταρικό επίπεδο, το νευρικό
σύστηµα αποτελείται από νευρώνες, οι οποίοι είναι δοµές που επιτρέπουν την γρήγορη
µεταφορά ηλεκτροχηµικών σηµάτων σε άλλα κύτταρα. Παίρνοντας ως παράδειγµα την
αίσθηση της όρασης, το τµήµα του εγκεφάλου που λαµβάνει και επεξεργάζεται οπτικά
ερεθίσµατα ονοµάζεται οπτικός ϕλοιός και αποτελείται από 5 περιοχές (πρωτοταγής οπτι-
κός ϕλοιός ή V1, V2, V3, V4, V5). Η περιοχή V1 από µόνη της περιλαµβάνει περίπου 140
εκατοµµύρια νευρώνες σε κάθε ηµισφαίριο του εγκεφάλου µε δεκάδες δισεκατοµµύρια
συνδέσεις µεταξύ τους. Και όµως, η επεξεργασία του οπτικού ερεθίσµατος, δηλαδή της
εικόνας που ένας άνθρωπος ϐλέπει χρησιµοποιώντας τα µάτια του, λαµβάνει µέρος και
στις πέντε περιοχές µε πολύπλοκες συνδέσεις προς τα εµπρός (feedforward connections) ή
και συνδέσεις ανατροφοδότησης (feedback connections) µεταξύ των επιµέρους νευρώνων.
Συµπεραίνει κανείς ότι το νευρικό σύστηµα του ανθρώπου είναι ένας υπερυπολογιστής
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που µπορεί να αντιλαµβάνεται ένα τεράστιο πλήθος οπτικών, και όχι µόνο, ερεθισµάτων,
όπως επίσης, να µαθαίνει από αυτά και να προσαρµόζεται σε αυτά. Τα συστήµατα νευρω-
νικών δικτύων, λοιπόν, προκύπτουν από την απλουστευµένη ψηφιακή µοντελοποίηση του
νευρικού συστήµατος και πιο συγκεκριµένα, των νευρώνων και σκοπεύουν στην επίτευ-
ξη προσαρµοστικής µάθησης αυτή τη ϕορά από τις µηχανές και όχι από τον ανθρώπινο
εγκέφαλο. ∆ίνεται, λοιπόν, ένας πρωταρχικός ορισµός των νευρωνικών δικτύων:

΄Ενα (τεχνητό) νευρωνικό δίκτυο είναι ένα διασυνδεδεµένο συγκρότηµα από απλά στοιχεία
επεξεργασίας, τους κόµβους (ή νευρώνες), των οποίων η λειτουργία ϐασίζεται σε αυτή
των Ϲωικών νευρώνων. Η ικανότητα επεξεργασίας του δικτύου είναι αποθηκευµένη στα
ϐάρη των συνδέσεων µεταξύ των νευρώνων, τα οποία υπολογίζονται από µια διαδικασία
προσαρµογής σε (ή µάθησης από) ένα σύνολο δεδοµένων εκπαίδευσης [4].

1.2.1 Γραµµική Παλινδρόµηση (Linear Regression)

Ο όρος παλινδρόµηση αναφέρεται στις µεθόδους που προτυποποιούν τη σχέση µεταξύ µίας
ή περισσότερων ανεξάρτητων µεταβλητών και µίας εξαρτηµένης µεταβλητής. Στις ϕυσικές
και κοινωνικές επιστήµες, σκοπός της παλινδρόµησης είναι, συνήθως, ο χαρακτηρισµός
της σχέσης µεταξύ εισόδων (inputs) και εξόδων (outputs). Στην µηχανική µάθηση, από
την άλλη πλευρά, η παλινδρόµηση χρησιµοποιείται κυρίως για πρόβλεψη (prediction).
[5]

Για την περίπτωση της γραµµικής παλινδρόµησης γίνονται, αρχικά, οι παραδοχές ότι η
σχέση που συνδέει τις ανεξάρτητες µεταβλητές xxx και την εξαρτηµένη µεταβλητή y είναι
γραµµική, καθώς και ότι ο ϑόρυβος ακολουθεί κανονική (γκαουσιανή) κατανοµή. ΄Ενα
σύνολο δεδοµένων εκπαίδευσης, τυπικά, περιλαµβάνει d ανεξάρτητες µεταβλητές που κα-
λούνται χαρακτηριστικά (features), n σειρές από αριθµητικές τιµές που αντιστοιχούν στις
ανεξάρτητες µεταβλητές και καλούνται παραδείγµατα (examples), καθώς και n αριθµη-
τικές τιµές που ανά µία αντιστοιχούν στην εξαρτηµένη µεταβλητή και καλούνται ετικέτες
(labels). Οι ετικέτες αποτελούν και τις πραγµατικές τιµές εξόδου που το µοντέλο µέσω
γραµµικής παλινδρόµησης προσπαθεί να προβλέψει. [5] Συγκεντρωτικά, τα παραδείγµα-
τα παρουσιάζονται µέσω του πίνακα σχεδιασµού (design matrix) XXX ∈ Rn×d. Οι ετικέτες
συµβολίζονται µε το διάνυσµα yyy ∈ Rn, ενώ οι προβλέψεις µε το διάνυσµα ŷyy ∈ Rn. Σκοπός
της παλινδρόµησης είναι η κατάλληλη επιλογή των ϐαρών (weights) www ∈ Rd και του bias
b έτσι ώστε οι προβλέψεις ŷyy να είναι όσον το δυνατόν πιο κοντά στις ετικέτες yyy. Με ϐάση
τα παραπάνω οι προβλέψεις εκφράζονται σύµφωνα µε την εξίσωση:

ŷyy = XXXwww + b . (1.1)

Η ποσοτικοποίηση της προσαρµογής του µοντέλου, δηλαδή το κατά πόσο οι προβλέψεις
πλησιάζουν τις πραγµατικές τιµές (ετικέτες) επιτυγχάνεται µέσω µιας συνάρτησης κόστους
(loss ή cost function) L. Μια δηµοφιλής επιλογή για προβλήµατα παλινδρόµησης είναι
το Μέσο Τετραγωνικό Σφάλµα (Mean-Squared Error ή MSE) [5]:

L =
1
n

n∑
i=1

1
2

(ŷiyiyi − yiyiyi)2 =
1
n

n∑
i=1

1
2

(wTxiwTxiwTxi + b − yiyiyi)2 . (1.2)

1.2.2 Αλγόριθµοι Βελτιστοποίησης (Oprimization Algorithms)

Στόχος είναι η εύρεση των παραµέτρων www και b, για τις οποίες το µέσο τετραγωνικό
σφάλµα ελαχιστοποιείται. Για το παράδειγµα της γραµµικής παλινδρόµησης εάν αµε-
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ληθεί ο όρος b η λύση ϐρίσκεται εύκολα µέσω αναλυτικής παραγώγισης και είναι ίση
µεw∗w∗w∗ = (XTX )−1XTy(XTX )−1XTy(XTX )−1XTy. Παρ΄ όλα αυτά, στις περισσότερες περιπτώσεις µοντέλων µηχανικής
µάθησης η αναλυτική εύρεση του ελάχιστου της συνάρτησης κόστους είναι αδύνατη. ΄Ετσι,
το επιθυµητό ϐάρος υπολογίζεται αριθµητικά µε χρήση του αλγορίθµου ϐελτιστοποίησης
κατάβασης ϐαθµίδας (Gradient Descent) ή παραλλαγών του. [6] Ο αλγόριθµος Gradient
Descent, ο οποίος είναι ένας αλγόριθµος εύρεσης τοπικού ελάχιστου διαφορίσιµων συ-
ναρτήσεων, εκφράζεται µαθηµατικά για το παράδειγµα της γραµµικής παλινδρόµησης ως
εξής :

www ←www − η
∂L(www, b)
∂www

, (1.3)

b ← b − η
∂L(www, b)
∂b

. (1.4)

Σε κάθε επανάληψη οι εκπαιδεύσιµες παράµετροι (trainable parameters) ανανεώνονται
µε αφαίρεση της µερικής παραγώγου της συνάρτησης κόστους ως προς αυτές πολλαπλα-
σιασµένη µε έναν ϑετικό αριθµό η που ονοµάζεται ϱυθµός µάθησης (learning rate). Ο
αλγόριθµος τερµατίζεται από τον χρήστη όταν η συνάρτηση κόστους λάβει µια µικρή ϑε-
τική τιµή (συγκλίνει στο 0). Η ιδέα πίσω από τον αλγόριθµο ϐρίσκεται στην ¨κατηφορική¨
κίνηση κατά µήκος της επιφάνειας της συνάρτησης κόστους , δηλαδή µε ϕορά που έχει
αντίθετο πρόσηµο από αυτό της κλίσης ως προς την εκπαιδεύσιµη παράµετρο. [5] ∆ια-
γραµµατικά, ο αλγόριθµος Gradient Descent για το απλοποιηµένο παράδειγµα κυρτής
συνάρτησης κόστους µιας ανεξάρτητης µεταβλητής (µονοδιάστατο πρόβληµα) αποτυπώνε-
ται ως εξής :

Σχήµα 1.2: Απεικόνιση του αλγορίθµου ϐελτιστοποίησης Gradient Descent.
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΄Οπως ϕαίνεται στο σχήµα 1.2, ξεκινώντας από 2 τυχαία σηµεία Α και Β (µε αρνητική και
ϑετική κλίση ως προς την εκπαιδεύσιµη παράµετρο αντίστοιχα) ο αλγόριθµος µε κατάλ-
ληλη επιλογή της υπερπαραµέτρου (hyperparameter) η µπορεί να συγκλίνει στο ελάχιστο
της συνάρτησης (µαύρα ϐέλη). Παρ΄ όλα αυτά, αν επιλεγεί µια αρκετά µεγάλη τιµή ϱυθµο-
ύ µάθησης ο αλγόριθµος αποκλίνει και µε κάθε επανάληψη η λύση αποµακρύνεται από
την ϐέλτιστη (κόκκινα ϐέλη). Εξάγεται, λοιπόν, το συµπέρασµα ότι είναι πολύ σηµαντική
για την πορεία της εκπαίδευσης του µοντέλου η επιλογή του ϱυθµού µάθησης, έτσι ώστε
ούτε ο αλγόριθµος να συγκλίνει µε πολύ αργό ϱυθµό (µε επιλογή πολύ µικρού η) ούτε να
αποκλίνει (µε επιλογή πολύ µεγάλου η). Ορισµένες ϕορές, µάλιστα, επιλέγεται ο ϱυθµός
µάθησης να µεταβάλλεται (συνήθως ελαττώνεται) κατά τη διάρκεια της εκπαίδευσης του
µοντέλου. [6]

Η µαθηµατική προέλευση του αλγορίθµου ϐρίσκεται στην προσέγγιση της συνάρτησης
κόστους µέσω σειράς Taylor πρώτης τάξης. Για διαφορίσιµη συνάρτηση κόστους f : R→ R
ισχύει :

f (x + ϸ) = f (x) + ϸf ′(x) + O(ϸ2) . (1.5)

Θεωρώντας ϸ = −ηf ′(x), όπου η > 0 προκύπτει ότι :

f (x − ηf ′(x)) = f (x) − ηf ′2(x) + O(η2f ′2(x)) . (1.6)

Εφόσον η παράγωγος είναι µη-µηδενική (f ′(x) , 0), τότε µε επιλογή µικρού η προκει-
µένου να µην ληφθούν υπόψη οι υπόλοιποι όροι της σειράς Taylor και µε δεδοµένο ότι
ηf ′2(x) > 0 προκύπτει ότι :

f (x − ηf ′(x)) / f (x) . (1.7)

Εποµένως, αποδεικνύεται ότι µε ανανέωση σε κάθε επανάληψη, x ← x − ηf ′(x), η τιµή
της f (x) πιθανότατα ϑα µειώνεται και ο στόχος της προσέγγισης του τοπικού ελαχίστου ϑα
επιτυγχάνεται.

΄Ενα από τα κύρια µειονεκτήµατα του αλγορίθµου Gradient Descent είναι το υπολογιστικό
της κόστος. Πιο συγκεκριµένα, σε προβλήµατα µηχανικής µάθησης η συνολική συνάρτη-
ση κόστους ή αντικειµενική συνάρτηση είναι ο µέσος όρος των συναρτήσεων κόστους για
κάθε παράδειγµα του συνόλου δεδοµένων εκπαίδευσης. ΄Ετσι, για σύνολο δεδοµένων n
παραδειγµάτων το υπολογιστικό κόστος σε κάθε επανάληψη για κάθε ανεξάρτητη µεταβλη-
τή είναι O(n), το οποίο αυξάνεται γραµµικά µε αύξηση των παραδειγµάτων του συνόλου.
Εποµένως, για µεγάλα σύνολα δεδοµένων που συνήθως χρησιµοποιούνται σε προβλήµατα
ϐαθιάς µάθησης ϑα απαιτείται πολύς χρόνος για την σύγκλιση του αλγορίθµου. [6] Λύση
στο πρόβληµα ϕέρνει η παραλλαγή Stochastic Gradient Descent ή SGD που απεικονίζε-
ται παρακάτω:

Αλγόριθµος SGD

Απαίτησε: η: Ρυθµός µάθησης
Απαίτησε: f (θθθ): Αντικειµενική συνάρτηση κόστους µε παραµέτρους θθθ
Απαίτησε: θθθ0: Αρχικό τυχαίο διάνυσµα παραµέτρων
Απαίτησε: t ← 0: Αρχικό χρονικό ϐήµα
΄Οσο θθθt δεν συγκλίνει κάνε:

t ← t + 1
Για i ∈ {1...N} διάλεξε i σε τυχαία σειρά:

θθθt ← θt−1θt−1θt−1 − η
∂f (θt−1θt−1θt−1,Xi ,yi )

∂θt−1θt−1θt−1
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Τέλος επανάληψης για
΄Ελεγξε κριτήριο σύγκλισης

Τέλος επανάληψης όσο

Σε κάθε επανάληψη του SGD, επιλέγεται οµοιόµορφα ένα και µόνο παράδειγµα του συ-
νόλου δεδοµένων εκπαίδευσης µε ϐάση το οποίο ανανεώνονται οι εκπαιδεύσιµοι παράµε-
τροι. ΄Ετσι, το υπολογιστικό κόστος σε κάθε επανάληψη είναι O(1) αντί για O(n). Για
αύξηση της ακρίβειας υπολογισµού της παραγώγου και ταυτόχρονα όχι σηµαντική α-
ύξηση του υπολογιστικού κόστους µπορεί σε κάθε επανάληψη να υπολογίζεται ο µέσος
όρος των παραγώγων µιας µικρής παρτίδας παραδειγµάτων (Mini-batch Gradient De-
scent). [6]

΄Ενα ϐασικό πρόβληµα που παρατηρείται στους αλγορίθµους Gradient Descent έχει να
κάνει µε τις συναρτήσεις, των οποίων η κυρτότητα µεταβάλλεται (non-convex functions),
όπως είναι οι συναρτήσεις κόστους πολύπλοκων νευρωνικών δικτύων σαν και αυτών που
ϑα µελετηθούν στην παρούσα εργασία. Οι συναρτήσεις αυτές παρουσιάζουν πολλά τοπικά
ελάχιστα και εποµένως, δυσκολεύει η εύρεση του ολικού ελάχιστου. Η πορεία του αλγο-
ϱίθµου ϐελτιστοποίησης ϑα ήταν ελαττωµατική εάν υπήρχαν πολλά τοπικά ελάχιστα µε
υψηλή τιµή κόστους συγκριτικά µε το ολικό ελάχιστο. Παρ’ όλα αυτά, παρατηρείται ότι
σε προβλήµατα πολλών διαστάσεων τα περισσότερα τοπικά ελάχιστα έχουν συνήθως µια
χαµηλή τιµή κόστους και έτσι, δεν κρίνεται σηµαντική η εύρεση του πραγµατικού ολικού
ελάχιστου [7]. Από την άλλη, η δυσκολία σύγκλισης του αλγορίθµου έγκειται, κυρίως,
στην ύπαρξη σαγµατικών σηµείων, δηλαδή σηµείων στο επίπεδο όπου η µια διεύθυνση
έχει ϑετική κλίση και η άλλη αρνητική και συνήθως περιβάλλονται από περιοχές πλατώ
µε ίση και σταθερή τιµή συνάρτησης κόστους. Οι αλγόριθµοι Gradient Descent δυσκο-
λεύονται αρκετά να ¨ξεφύγουν¨ από αυτές τις περιοχές αφού η παράγωγος είναι µηδενική
προς όλες τις διευθύνσεις µε αποτέλεσµα πολλές ϕορές να αποτυγχάνουν να συγκλίνουν
σε µια ελάχιστη τιµή. [8]

Σχήµα 1.3: Τα κρίσιµα σηµεία συναρτήσεων 2 µεταβλητών, µεταξύ των οποίων διακρίνεται και το
σαγµατικό σηµείο. [9]

Για την αντιµετώπιση των προβληµάτων των κλασσικών αλγορίθµων Gradient Descent
έχουν προταθεί διάφορες τροποποιήσεις. Μία από αυτές είναι η προσθήκη του όρου της
Ορµής (Momentum) στο διάνυσµα ανανέωσης της παραµέτρου θ (στους Gradient Descent
αλγορίθµους ίσο µε η ∂f (θt−1θt−1θt−1)

∂θt−1θt−1θt−1
) [10]:

ututut ← γut−1ut−1ut−1 + η
∂f (θt−1θt−1θt−1)
∂θt−1θt−1θt−1

, (1.8)
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θtθtθt ← θt−1θt−1θt−1 − ututut . (1.9)

Η προσθήκη της ορµής γίνεται µέσω ενός κλάσµατος γ (συνήθως ίσο µε 0.9) του δια-
νύσµατος ανανέωσης (uuu) του προηγούµενου ϐήµατος. Η ορµή προσφέρει στον αλγόριθµο
υψηλότερες ταχύτητες σύγκλισης και µικρότερη ταλαντωτική συµπεριφορά, ιδιαίτερα σε
περιοχές όπου η επιφάνεια καµπυλώνει πολύ πιο απότοµα προς τη µία διάσταση απ΄ ότι
στην άλλη. Οι περιοχές αυτές παροµοιάζονται µε ϕαράγγια και ϐρίσκονται συνήθως γύρω
από τοπικά ελάχιστα[6]. Η ϐελτίωση αυτή ϕαίνεται στο παρακάτω σχήµα:

Σχήµα 1.4: Βελτίωση στην ταχύτητα σύγκλισης και στην ταλαντωτική συµπεριφορά µε χρήση του
όρου ορµής [12]

΄Αλλη µια µέθοδος που ϐελτιώνει τους αλγορίθµους Gradient Descent είναι αυτή των προ-
σαρµόσιµων ϱυθµών µάθησης (adaptive learning rates). Χρησιµοποιήθηκε για πρώτη ϕο-
ϱά στον αλγόριθµο Adagrad [13] και λειτουργεί ως εξής : Προσαρµόζει τον ϱυθµό µάθησης
στις εκπαιδεύσιµες παραµέτρους, εκτελώντας µικρότερες ανανεώσεις (δηλαδή χρησιµοποι-
ώντας χαµηλό ϱυθµό µάθησης) σε παραµέτρους που συσχετίζονται µε χαρακτηριστικά συ-
χνά εµφανιζόµενα στο σύνολο δεδοµένων, και µεγαλύτερες ανανεώσεις (δηλαδή µε υψηλό
ϱυθµό µάθησης) σε παραµέτρους που συσχετίζονται µε σπανιότερα χαρακτηριστικά. ΄Ενας
ακόµη αλγόριθµος ϐελτιστοποίησης που ϐασίζεται σε προσαρµόσιµους ϱυθµούς µάθησης
και εφαρµόζεται στην παρούσα εργασία είναι ο αλγόριθµος Adaptive Moment Estimation
- Adam [14] και εκφράζεται µε ψευδοκώδικα ως εξής :

Αλγόριθµος Adam

Απαίτησε: η: Ρυθµός µάθησης
Απαίτησε: b1, b2: Συντελεστές εκθετικών κινητών µέσων όρων για εκτίµηση ϱοπών
Απαίτησε: f (θθθ): Αντικειµενική συνάρτηση κόστους µε παραµέτρους θθθ
Απαίτησε: θθθ0: Αρχικό τυχαίο διάνυσµα παραµέτρων
Απαίτησε: mmm0 ← 000: Αρχικό διάνυσµα πρώτης ϱοπής
Απαίτησε: uuu0 ← 000: Αρχικό διάνυσµα δεύτερης ϱοπής
Απαίτησε: t ← 0: Αρχικό χρονικό ϐήµα
΄Οσο θθθt δεν συγκλίνει κάνε:
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t ← t + 1
gtgtgt ← ∇θθθf (θθθt−1) : Υπολογισµός παραγώγου αντικειµενικής συνάρτησης σε χρόνο t
mtmtmt ← �1mt−1mt−1mt−1 + (1 − �1)gtgtgt : Υπολογισµός πρώτης ϱοπής σε χρόνο t
ututut ← �2ut−1ut−1ut−1 + (1 − �2)g2

tg
2
tg
2
t : Υπολογισµός δεύτερης ϱοπής σε χρόνο t

m̂tm̂tm̂t ←mtmtmt/(1 − �t1) : Υπολογισµός διορθωµένης πρώτης ϱοπής σε χρόνο t
ût̂ut̂ut ←mtmtmt/(1 − �t2) : Υπολογισµός διορθωµένης δεύτερης ϱοπής σε χρόνο t
θtθtθt ← θt−1θt−1θt−1 −

ηm̂tm̂tm̂t
√
ût̂ut̂ut+ϸ

: Ανανέωση παραµέτρων
΄Ελεγξε κριτήριο σύγκλισης

Τέλος επανάληψης όσο

Σε κάθε επανάληψη του Adam υπολογίζεται, αρχικά, η κλίση της αντικειµενικής συνάρ-
τησης κόστους ως προς τις εκπαιδεύσιµες παραµέτρους. Στη συνέχεια, υπολογίζονται
εκτιµήσεις για την πρώτη και την δεύτερη ϱοπή της κλίσης (µέσος όρος και διακύµανση
της συνάρτησης της κλίσης αντίστοιχα) µέσω εκθετικών κινητών µέσων όρων. Οι εκτι-
µήσεις για τις ϱοπές, έπειτα, διορθώνονται, καθώς η αρχικοποίηση τους ως µηδενικά
διανύσµατα οδηγεί σε κινητούς µέσους όρους κοντά στο 0, ιδιαίτερα σε αρχικά ϐήµατα
του αλγορίθµου. Τέλος, το νέο διάνυσµα εκπαιδεύσιµων παραµέτρων υπολογίζεται µέσω
προσαρµογής του ϱυθµού µάθησης σε παρελθοντικές τιµές της κλίσης της αντικειµενικής
συνάρτησης κόστους. Οι συγγραφείς του Adam προτείνουν για τις σταθερές του αλγορίθ-
µου της εξής τιµές :
η = 0.001, �1 = 0.9, �2 = 0.999, ϸ = 10−9

Σηµειώνεται ότι η σταθερά ϸ είναι ένας όρος εξοµάλυνσης (smoothing term) που χρησιµο-
ποιείται για την αποφυγή διαίρεσης µε το 0 στο τελικό ϐήµα του αλγορίθµου [11].

1.2.3 Νευρωνικά ∆ίκτυα Εµπρόσθιας Τροφοδότησης (Feedforward Neural Net-
works)

΄Ενα νευρωνικό δίκτυο µπορεί να µοντελοποιηθεί µαθηµατικά ως ένας κατευθυνόµενος
γράφος (περισσότερες πληροφορίες πάνω στην ϑεωρία γράφων παρατίθενται στο κεφάλαιο
3.1). Αποτελείται, δηλαδή, από κόµβους, οι οποίοι καλούνται νευρώνες και ακµές οι
οποίες συνδέουν τους κόµβους µεταξύ τους. Οι νευρώνες κατανέµονται σε στρώµατα
(layers): το στρώµα εισόδου (input layer), το στρώµα εξόδου (output layer) και πιθανά
κρυφά στρώµατα (hidden layers). Οι νευρώνες ενός στρώµατος δεν επικοινωνούν µεταξύ
τους (δηλαδή δεν συνδέονται µε ακµές), παρά µόνο µε τους νευρώνες του προηγούµενου
και του επόµενου στρώµατος.

Το παράδειγµα της γραµµικής παλινδρόµησης µπορεί να αποτυπωθεί ως ένα νευρωνικό
δίκτυο, µε στρώµα εισόδου διάστασης d (αριθµός χαρακτηριστικών του συνόλου δεδο-
µένων) και στρώµα εξόδου διάστασης 1. Πιο συγκεκριµένα, το στρώµα εισόδου αποτελε-
ίται από d ανεξάρτητες µεταβλητές x1, x2, ..., xd και το στρώµα εξόδου από µια εξαρτηµένη
µεταβλητή ŷ. Το στρώµα εισόδου που αποτελείται από d νευρώνες µπορεί να ϑεωρηθεί και
ως ένα διάνυσµα xxx του Rd. Το γραµµικό νευρωνικό δίκτυο απεικονίζεται παρακάτω:
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Σχήµα 1.5: Αρχιτεκτονική γραµµικού νευρωνικού δικτύου (µε χρήση όρου bias)

Σηµειώνεται ότι το κουτί που δηλώνει το άθροισµα συνήθως παραλείπεται από την απει-
κόνιση των αρχιτεκτονικών των διαφόρων νευρωνικών δικτύων.

Τα νευρωνικά δίκτυα εµπρόσθιας τροφοδότησης (feedforward neural networks ή Multi-
Layer Perceptrons - MLPs) συνήθως αποτελούνται και από κρυφά στρώµατα, εκτός α-
πό στρώµατα εισόδου-εξόδου, ενώ όλα τα στρώµατα είναι πλήρως συνδεδεµένα (fully-
connected layers). Αυτό σηµαίνει ότι κάθε κόµβος ενός στρώµατος συνδέεται µε όλους τους
κόµβους του προηγούµενου στρώµατος και όλους τους κόµβους του επόµενου στρώµατος.
Παρακάτω δίνεται η απεικόνιση ενός τυχαίου MLP µε στρώµα εισόδου διάστασης 3, ένα
κρυφό στρώµα διάστασης 4 και στρώµα εξόδου διάστασης 2:

Σχήµα 1.6: Αρχιτεκτονική δικτύου MLP (παράλειψη απεικόνισης ϐαρών και bias)
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Για την µαθηµατική έκφραση του MLP, τα παραδείγµατα των δεδοµένων εκπαίδευσης εκ-
ϕράζονται µέσω πινάκων. Πιο συγκεκριµένα, ορίζεται ο πίνακας XXX ∈ Rn×d, ο οποίος περι-
λαµβάνει τα n παραδείγµατα d χαρακτηριστικών (ή εισόδων) (παραδείγµατα του στρώµατος
εισόδου).Επίσης, ορίζεται ο πίνακας HHH ∈ Rn×h, ο οποίος περιλαµβάνει τα παραδείγµατα,
όπως εξέρχονται από το κρυφό στρώµα αποτελούµενο από h κρυφά κανάλια. Τέλος, ο-
ϱίζεται ο πίνακας Y ∈ Rn×q, ο οποίος περιλαµβάνει τις εξόδους από το στρώµα εξόδου,
δηλαδή τις τελικές προβλέψεις του νευρωνικού δικτύου. Στο παραπάνω παράδειγµα MLP,
ισχύει για τα επιµέρους κανάλια ότι d = 3, h = 4, q = 2. Με την προϋπόθεση γραµµικής
σχέσης µεταξύ των στρωµάτων ισχύει :

HHH = XXXW (1)W (1)W (1) + b(1)b(1)b(1) ,

OOO = HHHW (2)W (2)W (2) + b(2)b(2)b(2) ,
(1.10)

όπου W (1)W (1)W (1) ∈ Rd×h , b(1)b(1)b(1) ∈ R1×h είναι τα ϐάρη και τα biases του (πλήρως συνδεδεµένου µε
το στρώµα εισόδου) κρυφό στρώµα καιW (2)W (2)W (2) ∈ Rh×q, b(2)b(2)b(2) ∈ R1×q είναι τα ϐάρη και τα biases
του (πλήρως συνδεδεµένου µε το κρυφό στρώµα) στρώµα εξόδου.

Αρκετά συχνά, η προσέγγιση συναρτήσεων µέσω γραµµικής παρεµβολής και άρα στην
περίπτωση της επιβλεπόµενης µάθησης, η πρόβλεψη των ετικετών δεν είναι ικανοποιητι-
κή. Μπορεί να αποδειχθεί ότι η προσθήκη κρυφών στρωµάτων που ακολουθούν γραµµι-
κή σχέση δεν προσφέρει τίποτα περισσότερο από ένα απλό γραµµικό νευρωνικό δίκτυο.
Παίρνοντας το παράδειγµα δικτύου του σχήµατος 1.6 και ορίζοντας WWW = W (1)W (1)W (1)W (2)W (2)W (2) και
bbb = b(1)b(1)b(1)W (2)W (2)W (2) + b(2)b(2)b(2) προκύπτει µέσω της εξίσωσης 1.10:

OOO = (XXXW (1)W (1)W (1) + b(1)b(1)b(1))W (2)W (2)W (2) + b(2)b(2)b(2) = XXXW (1)W (1)W (1)W (2)W (2)W (2) + b(1)b(1)b(1)W (2)W (2)W (2) + b(2)b(2)b(2) = XXXWWW + bbb (1.11)

Για τον σκοπό της ϐελτίωσης της αποτελεσµατικότητας ενός νευρωνικού δικτύου µέσω
προσθήκης κρυφών στρωµάτων, απαιτείται η εφαρµογή µιας µη-γραµµικής συνάρτησης
µετασχηµατισµού σε κάθε νευρώνα του κρυφού στρώµατος, η οποία καλείται συνάρτηση
ενεργοποίησης (activation function) και συµβολίζεται µε σ. ΄Ετσι, η εξίσωση 1.10 παίρνει
τη µορφή:

HHH = σ(XXXW (1)W (1)W (1) + b(1)b(1)b(1)) ,

OOO = HHHW (2)W (2)W (2) + b(2)b(2)b(2) .
(1.12)

Παραδείγµατα συναρτήσεων ενεργοποίησης που χρησιµοποιούνται κατά την εκπαίδευση
νευρωνικών δικτύων ϑα αναφερθούν στην παράγραφο 1.3.3.

1.2.4 Τεχνητοί Νευρώνες σε Σύγκριση µε Βιολογικούς Νευρώνες (Artificial Neu-
rons in Comparison to Biological Neurons)

΄Οπως έχει ήδη αναφερθεί, τα τεχνητά νευρωνικά δίκτυα είναι εµπνευσµένα από τους
νευρώνες του ανθρώπινου νευρικού συστήµατος. Τυπικά, ένας (ϐιολογικός) νευρώνας α-
ποτελείται από τους δενδρίτες και τον νευράξονα, ο οποίος καταλήγει στις νευραξονικές
απολήξεις. Οι συνάψεις µεταξύ δενδριτών και νευραξονικών απολήξεων του προηγούµε-
νου νευρικού κυττάρου τροποποιούν µε διάφορους τρόπους το εισερχόµενο ηλεκτροχη-
µικό σήµα. Στη συνέχεια, εάν το συνολικό τροποποιηµένο, πλέον, σήµα ξεπεράσει ένα
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προκαθορισµένο όριο τότε µεταφέρεται µέσω του νευράξονα προς το επόµενο συνδεδεµένο
νευρικό κύτταρο. Κατ΄ αντίστοιχο τρόπο, ένας νευρώνας του MLP λαµβάνει ως είσοδο α-
ϱιθµητικές τιµές, οι οποίες πολλαπλασιάζονται µε τα ϐάρη. ΄Επειτα, πάνω στο άθροισµα
των τροποποιηµένων, πλέον, τιµών εφαρµόζεται µια συνάρτηση ενεργοποίησης και τέλος,
η τιµή εξόδου τροφοδοτείται στον επόµενο νευρώνα [15]. Η σχηµατική αναπαράσταση και
σύγκριση ϐιολογικών και τεχνητών νευρώνων ϕαίνεται παρακάτω:

Σχήµα 1.7: Αναπαράσταση ϐιολογικού και τεχνητού νευρώνα. Γίνεται αντιστοίχηση των εισόδων
του τεχνητού νευρώνα µε τους δενδρίτες, της εφαρµογής αθροίσµατος και συνάρτησης ενεργοπο-
ίησης µε τον νευράξονα και της εξόδου µε τις νευρικές απολήξεις.

1.3 Εκπαίδευση Τεχνητών Νευρωνικών ∆ικτύων (Artificial Neural
Networks Training)

1.3.1 Αλγόριθµος Οπισθο-∆ιάδοσης (Back-Propagation Algorithm)

Σκοπός των νευρωνικών δικτύων εµπρόσθιας τροφοδότησης είναι µέσω µιας εισόδου xxx να
παράξουν στην έξοδο µια πρόβλεψη ŷyy, µε την πληροφορία να ϱέει προς τα εµπρός κατά
µήκος του δικτύου. Η είσοδος xxx λαµβάνει τις αρχικές πληροφορίες, τις οποίες διαδίδει,
αρχικά, στα κρυφά στρώµατα για επεξεργασία και τέλος, στην έξοδο όπου εξάγεται η τε-
λική πρόβλεψη του µοντέλου. Η διαδικασία αυτή καλείται εµπρόσθια διάδοση (forward
propagation). Τι συµβαίνει, όµως, όταν κατά τη διάρκεια της εκπαίδευσης είναι απα-
ϱαίτητος ο υπολογισµός παραγώγων των εκπαιδεύσιµων παραµέτρων (ϐλ. υποκεφάλαιο
1.2.2); Σε αυτό το κρίσιµο στάδιο της εκπαίδευσης επεµβαίνει ο αλγόριθµος παραγώγισης
Back-Propagation.

΄Οπως έχει ήδη αναφερθεί το νευρωνικό δίκτυο µπορεί να προτυποποιηθεί ως ένας κατευ-
ϑυνόµενος γράφος. Ο γράφος αυτός καλείται υπολογιστικός γράφος, οι κόµβοι του οποίου
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περιλαµβάνουν τετράγωνα για µεταβλητές και κύκλους για µαθηµατικές πράξεις. [5] Για
ένα απλό MLP µε ένα κρυφό στρώµα ο υπολογιστικός γράφος είναι ο εξής (οι όροι bias
αµελούνται για λόγους απλότητας):

Σχήµα 1.8: Υπολογιστικός γράφος MLP ενός κρυφού στρώµατος, όπου ο κυκλικός κόµβος φ δη-
λώνει την εφαρµογή συνάρτησης ενεργοποίησης του κρυφού στρώµατος και ο κυκλικός κόµβος l
δηλώνει την εφαρµογή συνάρτησης κόστους. Η τελική αντικειµενική συνάρτηση προς ελαχιστοπο-
ίηση συµβολίζεται µε J

Σκοπός του αλγορίθµου Back-Propagation στο παραπάνω παράδειγµα είναι ο υπολο-
γισµός των παραγώγων της αντικειµενικής συνάρτησης ως προς τις εκπαιδεύσιµες παρα-
µέτρους ∇W (1)W (1)W (1)J και ∇W (2)W (2)W (2)J . Για να επιτευχθεί αυτό χρησιµοποιείται ο κανόνας της αλυσίδας
(chain rule), ο οποίος για ϐαθµωτά µεγέθη x, y, z ∈ R µε y = g(x), z = f (g(x)) = f (y) όπου
f, g : R→ R ορίζεται ως εξής [5]:

dz

dx
=
dz

dy

dy

dx
. (1.13)

Ο κανόνας της αλυσίδας µπορεί να γενικευτεί και για µεγέθη µεγαλύτερων διαστάσεων. ΄Ε-
στω τα διανυσµατικά µεγέθη xxx ∈ Rm , yyy ∈ Rn, το ϐαθµωτό µέγεθος z ∈ R και οι συναρτήσεις
g : Rm → Rn, f : Rn → R µε yyy = g(xxx) και z = f (yyy). Τότε ισχύει :

∂z

∂xi
=

∑
j

∂z

∂yj

∂yj
∂xi

, (1.14)

ή ισοδύναµα χρησιµοποιώντας σηµειογραφία διανυσµάτων:

∇xxxz =

(
∂yyy

∂xxx

)T
∇yyyz , (1.15)

όπου ∂yyy
∂xxx ο ιακωβιανός πίνακας της συνάρτησης g.

Κατ΄ αντιστοιχία, για τανυστές τρίτης τάξης XXX,YYY και ϐαθµωτό µέγεθος z µε YYY = g(XXX ) και
z = f (YYY ) ισχύει :

∇XXXz =
∑
j

(∇XXXYj)
∂z

∂YYY j
. (1.16)
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΄Οπως γίνεται αντιληπτό, η παράγωγος ως προς µια µεταβλητή xxx µπορεί να ϐρεθεί πολλα-
πλασιάζοντας έναν ιακωβιανό πίνακα ∂yyy

∂xxx µε την παράγωγο ως προς την µεταβλητή yyy (όµοια,
για τανυστές τρίτης τάξης αθροίζοντας ως προς την µία διάσταση). Ο αλγόριθµος Back-
Propagation, λοιπόν, πραγµατοποιεί γινόµενα ιακωβιανού πίνακα-παραγώγου για κάθε
µαθηµατική πράξη (κυκλικό κόµβο) στον υπολογιστικό γράφο. ΄Ετσι, για το παράδειγµα
του σχήµατος 1.8 ϑα ισχύει :

∇W (2)W (2)W (2)J =

(
∂ŷyy

∂W (2)W (2)W (2)

)T
∇ŷyyJ = hhh∇ŷyyJ , (1.17)

∇zzzJ =

(
∂hhh

∂zzz

)T
∇hhhJ = ∇hhhJ � φ

′(zzz) , (1.18)

∇W (1)W (1)W (1)J =

(
∂zzz

∂W (1)W (1)W (1)

)T
∇zzzJ = xxx∇zzzJ = xxx∇hhhJ � φ

′(z) . (1.19)

Παρατηρείται, λοιπόν, ότι η πορεία που χαράσσεται για τον υπολογισµό των απαιτούµενων
παραγώγων ξεκινά από το τέλος του υπολογιστικού γράφου (αντικειµενική συνάρτηση
προς ϐελτιστοποίηση) και καταλήγει στην αρχή (δεδοµένα εισόδου).

Σηµειώνεται ότι η συνάρτηση ενεργοποίησης φ εφαρµόζεται ανά στοιχείο του διανύσµατος
zzz και έτσι, ο υπολογισµός της παραγώγου της εξίσωσης 1.18 γίνεται µε πολλαπλασιασµό
ανά στοιχείο (γινόµενο Hadamard).

Συµπερασµατικά, κατά την εκπαίδευση νευρωνικών δικτύων η πληροφορία διαδίδεται αρ-
χικά προς τα εµπρός µε υπολογισµό όλων των µεταβλητών κατά µήκος του υπολογιστικού
γράφου και στην συνέχεια, οι µεταβλητές αυτές χρησιµοποιούνται για τον υπολογισµό των
απαιτούµενων παραγώγων ως προς τις εκπαιδεύσιµες παραµέτρους, οι οποίες ϑα χρησιµο-
ποιηθούν για την ελαχιστοποίηση της αντικειµενικής συνάρτησης. Κατόπιν, µε εφαρµογή
αλγορίθµων ϐελτιστοποίησης (π.χ. Gradient Descent) οι παράµετροι ανανεώνονται και
ξεκινά εκ νέου η προς τα εµπρός διάδοση πληροφορίας. Εποµένως, η εκπαίδευση νευρω-
νικών δικτύων στηρίζεται στην εναλασσόµενη και αλληλένδετη εφαρµογή προς τα εµπρός
και προς τα πίσω διάδοσης (forward and backward propagation).

1.3.2 Συναρτήσεις Κόστους (Cost Functions)

΄Οπως αναφέρθηκε στο κεφάλαιο 1.2.1, οι συναρτήσεις κόστους αποτελούν ένα µέτρο
ποσοτικοποίησης της επιτυχίας πρόβλεψης των ετικετών ŷ̂ŷy δεδοµένων των εισόδων xxx ενός
συνόλου δεδοµένων από το νευρωνικό δίκτυο. Οι συναρτήσεις κόστους δηλαδή ϐοηθούν
τον υπολογιστή σε κάθε επανάληψη να καταλάβει το λάθος του και στη συνέχεια, µε την
διαδικασία της εκπαίδευσης (προς τα εµπρός και προς τα πίσω διάδοσης) να µάθει από
αυτό. Προκειµένου η διαδικασία της προς τα πίσω διάδοσης να λειτουργεί, οι συναρτήσεις
κόστους πρέπει να πληρούν τις εξής δύο προϋποθέσεις : [16]

• Η συνάρτηση κόστους L ϑα πρέπει να µπορεί να γραφεί ως ο µέσος όρος L = 1
n

∑
i Lx i

συναρτήσεων κόστους για κάθε µεµονωµένο παράδειγµα του συνόλου δεδοµένων
εκπαίδευσης, xixixi.

• Η συνάρτηση κόστους ϑα πρέπει να εξαρτάται από τις εξόδους του νευρωνικού δι-
κτύου, δηλαδή τις εξόδους του τελευταίου στρώµατος του νευρωνικού δικτύου.
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Η συνάρτηση του Μέσου Τετραγωνικού Σφάλµατος (1.2) ικανοποιεί και τις δύο προϋπο-
ϑέσεις και έτσι, µπορεί να αποτελέσει µια επιλογή για συνάρτηση κόστους του νευρωνικού
δικτύου.

Για επίλυση προβληµάτων ταξινόµησης (classification problems), όπως το πρόβληµα της
παρούσας εργασίας, χρησιµοποιείται ευρέως η συνάρτηση κόστους διασταυρούµενης ε-
ντροπίας (cross-entropy loss function). ΄Εστω ένα πρόβληµα ταξινόµησης δύο κλάσεων
ϐασισµένο σε n παραδείγµατα {x1, x2, ..., xn}. Θεωρείται ότι οι δύο κλάσεις χωρίζονται
σε αρνητική και ϑετική και κωδικοποιούνται µε 0 και 1 αντίστοιχα και ότι το νευρωνικό
δίκτυο εξαρτάται από την παράµετρο θ. Ορίζεται επίσης η πραγµατική κατανοµή P µε
συνάρτηση κατανοµής πιθανότητας p(x) και η προβλεπόµενη κατανοµή Q µε συνάρτη-
ση κατανοµής πιθανότητας q(x). Εάν είναι επιθυµητό να ϐρεθεί η ϐέλτιστη τιµή θ ώστε
ŷi = pθ(yi |xi), εφαρµόζεται η προσέγγιση της µέγιστης πιθανοφάνειας (maximum like-
lihood approach) [5]. Πιο συγκεκριµένα, για πραγµατικές ετικέτες yi και προβλέψεις
ŷi, η πιθανότητα για ταξινόµηση ως ϑετική κλάση είναι πi = pθ(yi = 1|xi). Για λόγους
αριθµητικής ϐελτιστοποίησης χρησιµοποιείται ο λογάριθµος της πιθανοφάνειας :

l(θ) = −L(θ)

= −ln(q(x)p(x))

= −ln
n∏
i=1

πyii (1 − πi)1−yi

= −

n∑
i=1

yi ln(πi) + (1 − yi)ln(1 − πi) ,

(1.20)

όπου L(θ) η συνάρτηση λογαρίθµου πιθανοφάνειας (log-likelihood function) όπως εφαρ-
µόζεται σε ταξινόµηση δύο κλάσεων (δύο ανεξάρτητα ενδεχόµενα).

Παρατηρείται στην εξίσωση 1.20 ότι οι όροι yi ln(πi), (1 − yi)ln(1 − πi) είναι αρνητικοί α-
ϱιθµοί. Η συνάρτηση κόστους, όµως, εκφράζει την απόκλιση της πρόβλεψης του µοντέλου
από την πραγµατική τιµή και συνηθίζεται να παίρνει ϑετική τιµή, η οποία για ένα καλά
εκπαιδευµένο µοντέλο προσεγγίζει το 0. Για αυτόν τον λόγο την εξίσωση 1.20 χρησιµοποιε-
ίται το αρνητικό πρόσηµο. Παράλληλα, η ελαχιστοποίηση της αρνητικής πιθανοφάνειας
συνεπάγεται την µεγιστοποίηση της πιθανοφάνειας, η οποία είναι και η αρχή στην οποία
στηρίζεται η συνάρτηση κόστους διασταυρούµενης εντροπίας.

Το κόστος διασταυρούµενης εντροπίας µπορεί να επεκταθεί και για περισσότερες των δύο
(έστω k) κλάσεων:

l(θ) = −

n∑
i=1

k∑
j=1

yijln(πj) . (1.21)

1.3.3 Συναρτήσεις Ενεργοποίησης (Activation Functions)

Οι συναρτήσεις ενεργοποίησης, όπως ϕανερώνει το όνοµά τους, αποφασίζουν εάν ένας
νευρώνας του νευρωνικού δικτύου ¨ενεργοποιείται¨ ή όχι µεταβιβάζοντας πληροφορίες
στον επόµενο νευρώνα. Είναι διαφορίσιµες συναρτήσεις, όπως προυποθέτει ο αλγόριθµος
εκπαίδευσης Back-Propagation και εφαρµόζονται στα κρυφά στρώµατα του νευρωνικο-
ύ δικτύου. Η απλούστερη συνάρτηση ενεργοποίησης, όπως λογικά µπορεί να σκεφτεί
κανείς, είναι η ϐηµατική συνάρτηση (step function):
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σ(x) =

1, x ≥ 0
0, x < 0

(1.22)

Η ϐηµατική συνάρτηση επιτρέπει την µετάδοση της πληροφορίας αυτούσιας εάν αυτή δεν
υπερβαίνει ένα συγκεκριµένο όριο (στην συγκεκριµένη περίπτωση το 0). Παρ΄ όλα αυτά,
η παράγωγος της είναι παντού 0 και έτσι, ο αλγόριθµος ϐελτιστοποίησης Gradient De-
scent δεν ϑα µπορούσε να ανανεώσει τα ϐάρη και τα biases και η εκπαίδεση µέσω του
Back-Propagation ϑα αποτύγχανε. Επιπλέον, όπως έχει ήδη αναλυθεί στο υποκεφάλαιο
1.2.3, ο µετασχηµατισµός του σήµατος µέσω µιας µη γραµµικής συνάρτησης ϐελτιώνει την
αποτελεσµατικότητα του νευρωνικού δικτύου. ΄Αλλη µια ιδιότητα των συναρτήσεων ενερ-
γοποίησης που είναι επιθυµητή για λόγους σταθερότητας των µεθόδων ϐελτιστοποίησης
ϐασισµένες στον υπολογισµό παραγώγου (όπως ο Gradient Descent και οι παραλλαγές
του) είναι το σύνολο τιµών τους να είναι εντός ενός πεπερασµένου συνόλου. Σε αντίθετη
περίπτωση, επιλέγεται µικρός ϱυθµός µάθησης για πιο αργή και σταθερή ϐελτιστοποίη-
ση.

Με ϐάση τα παραπάνω δεδοµένα, προτείνονται από τη ϐιβλιογραφία οι εξής συναρτήσεις
ως επιλογές για συναρτήσεις ενεργοποίησης κρυφών στρωµάτων ενός τεχνητού νευρωνικού
δικτύου [17]:

• Η σιγµοειδής ή λογιστική συνάρτηση (sigmoid function):

f (x) =
1

1 + e−x
: R→ (0,1) , (1.23)

Σχήµα 1.9: Γραφική παράσταση της σιγµοειδούς συνάρτησης

η οποία είναι µια µη γραµµική, ϕραγµένη, διαφορίσιµη συνάρτηση µε ϑετική πρώτη
παράγωγο. Στο σχήµα 1.9 παρατηρείται ότι σε τιµές |x | > 4 η κλίση της συνάρτησης
σχεδόν µηδενίζεται, γεγονός που οδηγεί στο πρόβληµα των ϐαθµίδων που εξαφα-
νίζονται (vanishing gradients problem). [18] Αυτό σηµαίνει ότι µόλις η εκπαίδευση
µέσω του αλγόριθµου ϐελτιστοποίησης οδηγηθεί στα άκρα της συνάρτησης, αυτή
πρακτικά σταµατάει λόγω της εµφάνισης µηδενικών ϐαθµίδων. Το παραπάνω είναι
και το µοναδικό µειονέκτηµα της σιγµοειδούς συνάρτησης, η οποία παρ΄ όλα αυτά,
χρησιµοποιείται ευρέως ως ενεργοποίηση του στρώµατος εξόδου σε περιπτώσεις τα-
ξινόµησης δύο κλάσεων. Λόγω του συνόλου τιµών της, οι πληροφορίες στην έξοδο
µεταφράζονται σε µορφή πιθανοτήτων, το οποίο είναι και το Ϲητούµενο µιας εφαρµο-
γής ταξινόµησης.
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• Η συνάρτηση υπερβολικής εφαπτοµένης (hyperbolic tangent function):

f (x) =
ex − e−x

ex + e−x
: R→ (−1,1) . (1.24)

Σχήµα 1.10: Γραφική παράσταση της συνάρτησης υπερβολικής εφαπτοµένης

Η διαφορά της υπερβολικής εφαπτοµένης από την σιγµοειδή συνάρτηση έγκειται,
εκτός από το σύνολο τιµών, στην κλίση τους στο διάστηµα [-2,2]. Η υπερβολική εφα-
πτοµένη έχει µεγαλύτερη κλίση σε αυτό το διάστηµα. Εποµένως, η επιλογή ανάµεσα
στις δύο συναρτήσεις εξαρτάται από το πόσο µεγάλη κλίση χρειάζεται να επιβληθεί
στο νευρωνικό δίκτυο στην εκάστοτε περίπτωση. Σε γενικές γραµµές, η υπερβολι-
κή εφαπτοµένη προσφέρει καλύτερη εκπαίδευση, παρ΄ όλα αυτά, το πρόβληµα των
ϐαθµίδων που εξαφανίζονται παραµένει.

• Η συνάρτηση διορθωµένης γραµµικής µονάδας (rectified linear unit - ReLU):

f (x) = max(0, x) =

x, x ≥ 0
0, x < 0

: R→ [0,+∞) . (1.25)

Σχήµα 1.11: Γραφική παράσταση της συνάρτησης ReLU
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Η ReLU χρησιµοποιείται ευρύτατα στα νευρωνικά δίκτυα ως ενεργοποίηση κρυφών
νευρώνων, καθώς η εφαρµογή της προσφέρει την απαραίτητη µη-γραµµικότητα στις
πληροφορίες χωρίς την υπολογιστική επιβάρυνση των εκθετικών και των κλασµάτων
των προηγούµενων συναρτήσεων. Ακόµη, δεν ενεργοποιεί όλους τους νευρώνες και
έτσι, ένα νευρωνικό δίκτυο εκατοντάδων ή και χιλιάδων νευρώνων γίνεται πιο αραι-
ό και ανάλαφρο και εξοικονοµείται πολύς υπολογιστικός χρόνος. Παρ΄ όλα αυτά,
ορισµένες ϕορές οι νεκροί νευρώνες (δηλαδή οι νευρώνες που δέχονται µηδενική
ενεργοποίηση) µπορεί να επιφέρουν δυσκολίες στην ικανότητα επαλήθευσης του µο-
ντέλου. ΄Ετσι, προτείνονται στη ϐιβλιογραφία διάφορες παραλλαγές της ReLU που
δεν µηδενίζουν αρνητικές τιµές εισόδου στην ενεργοποίηση του νευρώνα.

• Η συνάρτηση παραµετρικής διορθωµένης γραµµικής µονάδας (parametric rectified
linear unit - PReLU):

f (xi) =

xi , xi ≥ 0
aixi , xi < 0

: R→ R , (1.26)

όπου i δηλώνει τον εκάστοτε νευρώνα του νευρωνικού δικτύου που δέχεται ενεργο-
ποίηση µέσω PReLU και ai εκπαιδεύσιµη παράµετρος του νευρωνικού δικτύου.

Σχήµα 1.12: Γραφική παράσταση της συνάρτησης PReLU

Η PReLU λύνει το πρόβληµα των νεκρών νευρώνων που παρουσιάζεται στην ReLU,
ενώ ταυτόχρονα προσθέτει µια παράµετρο σε κάθε νευρώνα µε αρνητική είσοδο στην
ενεργοποίηση που µπορεί να εκπαιδευτεί µέσω του back-propagation. Η χρήση της
σε εφαρµογές ταξινόµησης εικόνων είχε εντυπωσιακά αποτελέσµατα, αφού τα νευρω-
νικά δίκτυα που την χρησιµοποίησαν έγιναν τα πρώτα που ξεπέρασαν τον άνθρωπο
σε ικανότητα οπτικής αναγνώρισης. [19]

• Η συνάρτηση Softmax

f (xi) =
exi∑
j exj

, (1.27)

όπου i δηλώνει τον νευρώνα που εφαρµόζεται η ενεργοποίηση µέσω Softmax και j
τους νευρώνες του στρώµατος, στο οποίο ϐρίσκεται ο νευρώνας i.
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Η Softmax χρησιµοποιείται µόνο σε νευρώνες του στρώµατος εξόδου νευρωνικών
δικτύων που επιδιώκουν ταξινόµηση περισσότερων των δύο κλάσεων. Αυτό που κα-
τορθώνει είναι η µετατροπή αριθµητικών τιµών στην είσοδο της ενεργοποίησης σε
πιθανότητες (αριθµούς που ανήκουν στο διάστηµα [0,1]). Το άθροισµα των εξόδων
των νευρώνων του στρώµατος εξόδου έχει άθροισµα 1. Η κλάση µε την µεγαλύτερη
πιθανότητα αποτελεί και την τελική πρόβλεψη του νευρωνικού δικτύου.

1.3.4 Φθορά Βαρών και Dropout ωςΜέθοδοι Αποφυγής Υπερπροσαρµογής (Weight
Decay and Dropout as Methods to Prevent Overfitting)

Σκοπός των µοντέλων µηχανικής µάθησης είναι η ανακάλυψη µοτίβων που χαρακτηρίζουν
έναν πληθυσµό, µέρος του οποίου είναι το σύνολο των δεδοµένων εκπαίδευσης. Εάν τα
µοτίβα αυτά είναι γενικευµένα, τότε το µοντέλο ϑα µπορέσει να αποδώσει καλά ακόµα
και για άτοµα του πληθυσµού που δεν έχει συναντήσει (δηλαδή πάνω στα οποία δεν έχει
εκπαιδευτεί). Από την άλλη, εάν εκπαιδευτεί τέλεια για τα άτοµα του συνόλου εκπαίδευ-
σης, υπάρχει ο κίνδυνος το µοντέλο να αδυνατεί να παράξει προβλέψεις για διαφορετικά
άτοµα του πληθυσµού. Αυτό αποτελεί και το πρόβληµα της υπερπροσαρµογής και για την
αποφυγή του στα νευρωνικά δίκτυα χρησιµοποιούνται τεχνικές κανονικοποίησης (regu-
larization techniques), όπως η ϕθορά ϐαρών (weight decay) και το dropout.

Το πρόβληµα απουσίας γενίκευσης του µοντέλου µέσω του overfitting µπορεί να γίνει
αντιληπτό µέσω ενός παραδείγµατος πολυωνυµικής προσέγγισης συνάρτησης [20]:

Σχήµα 1.13: Περιπτώσεις υποπροσαρµογής, καλής προσαρµογής και υπερπροσαρµογής µοντέλων
πολυωνυµικής προσέγγισης σε δεδοµένα εκπαίδευσης

Κατά τη διάρκεια εκπαίδευσης ενός µοντέλου νευρωνικών δικτύων είναι πολύ σηµαντική
η online παρακολούθηση της απόδοσης του µοντέλου σε άτοµα του πληθυσµού που δεν
ταυτίζονται µε το σύνολο δεδοµένων εκπαίδευσης. ΄Ετσι, ορίζεται το σύνολο δεδοµένων
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επαλήθευσης, το οποίο συνήθως έχει µέγεθος 10 − 20% του µεγέθους του συνόλου δε-
δοµένων εκπαίδευσης. Μάλιστα, τα δεδοµένα εκπαίδευσης και επαλήθευσης µπορούν
να εναλλάσσονται µέσω της διαδικασίας της διασταυρούµενης επαλήθευσης που ϑα α-
ναλυθεί σε επόµενο κεφάλαιο της εργασίας (ϐλ. υποκεφάλαιο 6.2). Η προσαρµογή του
µοντέλου στα δεδοµένα εκπαίδευσης µετράται και πάλι µέσω της συνάρτησης κόστους. Η
τιµή κόστους στα δεδοµένα εκπαίδευσης και στα δεδοµένα επαλήθευσης για ένα µοντέλο
που παρουσιάζει υπερπροσαρµογή στα δεδοµένα εκπαίδευσης συναρτήσει των κύκλων
εκπαίδευσης ϑα έχει την παρακάτω µορφή [17]:

Σχήµα 1.14: Τιµή κόστους για δεδοµένα εκπαίδευσης και επαλήθευσης συναρτήσει του αριθµού
επαναλήψεων του αλγορίθµου εκπαίδευσης του νευρωνικού δικτύου

Ζητούµενο σε αυτές τις περιπτώσεις είναι είτε η εξάλειψη/περιορισµός του ϕαινοµένου της
υπερεκπαίδευσης είτε η πρόωρη διακοπή εκπαίδευσης του µοντέλου στο ϐέλτιστο σηµείο,
δηλαδή στο ελάχιστο της τιµής κόστους του συνόλου επαλήθευσης που ταυτίζεται µε το
σηµείο µέγιστης γενίκευσης του µοντέλου.

Φθορά ϐαρών (weight decay)

Η ϕθορά ϐαρών ή κανονικοποίηση L2 (L2 regularization) είναι ίσως η πιο διαδεδοµένη
τεχνική για κανονικοποίηση παραµέτρων µοντέλων µηχανικής µάθησης. Κατά την ε-
ϕαρµογή της, προστίθεται στην συνάρτηση κόστους η ευκλείδεια (ή L2) νόρµα του δια-
νύσµατος ϐαρών του εκάστοτε παραδείγµατος i του συνόλου δεδοµένων εκπαίδευσης. Οι
νόρµες αποτελούν ένα µέτρο για το µέγεθος ενός διανύσµατος ή πίνακα. Συγκεκριµένα,
η ευκλείδεια νόρµα µετρά την ευκλείδεια απόσταση του αθροίσµατος των στοιχείων ενός
διανύσµατος από το 0.

Στο σηµείο αυτό ορίζεται η ευκλείδεια νόρµα ενός διανυσµατικού µεγέθους xxx ∈ Rn µε
στοιχεία x1, x2, ...., xn ως εξής :
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‖xxx‖2 =

√√
n∑
i=1

x2
i , (1.28)

ενώ ο γενικότερος ορισµός της Lp νόρµας για το ίδιο µέγεθος xxx είναι ο εξής :

‖xxx‖p =

 n∑
i=1

xpi

1/p

. (1.29)

Τέλος, για πίνακα XXX ∈ Rm×n ορίζεται κατ΄ αντιστοιχία της ευκλείδειας νόρµας για τα δια-
νύσµατα, η νόρµα Frobenius:

‖XXX‖F =

√√
m∑
i=1

n∑
j=1

x2
ij . (1.30)

Εποµένως, η νέα συνάρτηση κόστους µε την προσθήκη του όρου κανονικοποίησης παίρνει
την εξής µορφή:

L(www, b)reg = L(www, b) + λ‖www‖22 , (1.31)

όπου λ ονοµάζεται παράµετρος κανονικοποίησης και αποτελεί µια υπερπαράµετρο που
καθορίζεται από τον χρήστη, µέσω της οποίας αποφασίζεται η ϐαρύτητα της κανονικοπο-
ίησης στην νέα αντικειµενική συνάρτηση προς ελαχιστοποίηση. Για τιµή λ = 0 η αντικει-
µενική συνάρτηση επιστρέφει στην πρότερη µορφή της (χωρίς τον όρο κανονικοποίησης),
ενώ για µεγάλες τιµές του λ µπορεί να παρατηρηθεί υποπροσαρµογή του µοντέλου. ΄Ετσι,
το λ µπορεί να χαρακτηριστεί ως ένα απόβαρο µεταξύ καλής προσαρµογής του µοντέλου
και παρουσίας µικρών τιµών παραµέτρων. [22] Επίσης, για λόγους εξοικονόµησης υπο-
λογιστικού όγκου, οι ευκλείδιες νόρµες υψώνονται στο τετράγωνο, αφού χωρίς την ύπαρξη
της ϱίζας είναι πιο εύκολος ο υπολογισµός των παραγώγων τους.

Συνοπτικά, µε την ϕθορά ϐαρών καθίσταται δυνατό κατά την διάρκεια της εκπαίδευσης
ο αλγόριθµος ϐελτιστοποίησης να επικεντρωθεί στην ελαχιστοποίηση του αθροίσµατος
των ευκλείδειων νορµών των ϐαρών εφόσον τα ϐάρη πάρουν µεγάλες τιµές και όχι στην
ελαχιστοποίηση της συνάρτησης κόστους αποτρέποντας µε αυτόν τον τρόπο την υπερπρο-
σαρµογή του µοντέλου. Σε περίπτωση που είναι επιθυµητή η επιλογή χαρακτηριστικών
(feature selection), τότε επιλέγεται η L1 κανονικοποίηση, η οποία χρησιµοποιεί την L1
νόρµα των ϐαρών. Η νόρµα αυτή των ϐαρών ταυτίζεται µε το άθροισµα των απόλυτων
τιµών των στοιχείων που τα απαρτίζουν. Κατά την εκπαίδευση µε L1 κανονικοποίηση,
ο αλγόριθµος ϐελτιστοποίησης συγκεντρώνει τα ϐάρη σε ένα µικρό σετ χαρακτηριστικών
ϑέτοντας τα υπόλοιπα ίσα µε 0. Η L1 κανονικοποίηση µπορεί να επιλεχθεί σε περίπτωση
που ένα σύνολο δεδοµένων περιλαµβάνει πολλά χαρακτηριστικά, αρκετά εκ των οποίων
δεν ϑεωρείται ότι ϐοηθούν στην εξαγωγή µοτίβων µέσω µοντέλων µηχανικής µάθησης.

Dropout

Η εφαρµογή του Dropout σε ένα στρώµα του νευρωνικού δικτύου συνεπάγεται την απενερ-
γοποίηση τυχαίου αριθµού νευρώνων του. Με άλλα λόγια, σήµατα ενίσχυσης νευρώνων
επιλέγονται κατά τυχαίο τρόπο ίσα µε 0. Το Dropout στα νευρωνικά δίκτυα στηρίζεται στην
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ιδέα του Bishop, ο οποίος το 1995 απέδειξε ότι η εκπαίδευση ενός νευρωνικού δικτύου µε
προσθήκη ϑορύβου (ο οποίος συλλέχθηκε από κανονική κατανοµή N(0, σ2)) στην είσοδο
είναι ισοδύναµη της εκπαίδευσης µε κανονικοποίηση Tikhonov, µια ειδική περίπτωση
της οποίας είναι και η ϕθορά ϐαρών. [23] Η εισαγωγή του ϑορύβου στην περίπτωση του
Dropout γίνεται στα στρώµατα του νευρωνικού δικτύου ϑέτοντας µε πιθανότητα p ενι-
σχύσεις νευρώνων ίσες µε 0 και διαιρώντας όλες τις υπόλοιπες ενισχύσεις µε 1 - p. Η
διαίρεση των νευρώνων του στρώµατος µε το κλάσµα των νευρώνων που επιβίωσαν συ-
νεπάγεται την κανονικοποίηση του στρώµατος αφού το συνολικό άθροισµα των σηµάτων
ενίσχυσης του στρώµατος ϑα είναι ίσο µε αυτό που προέκυπτε πριν την εφαρµογή του
Dropout. [24] Με ϐάση τα παραπάνω, οι ενισχύσεις των νευρώνων ενός κρυφού στρώµατος
µε Dropout πιθανότητας p µεταβάλλονται ως εξής :

h′ =

0, µε πιθανότητα p,
h

1−p , αλλιώς.
(1.32)

Σχηµατικά, η εφαρµογή Dropout στο κρυφό στρώµα ενός νευρωνικού δικτύου µε ένα
κρυφό στρώµα ϕαίνεται παρακάτω:
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Σχήµα 1.15: Απλό MLP πριν και µετά την εφαρµογή Dropout 60% στο κρυφό στρώµα

1.4 Το Θεώρηµα Καθολικής Προσέγγισης (Universal Approximation
Theorem)

Στην πορεία του κεφαλαίου αυτού , παρουσιάστηκαν οι ϐασικές µαθηµατικές αρχές που
διέπουν τη ϑεµελίωση και εκπαίδευση των τεχνητών νευρωνικών δικτύων εµπρόσθιας τρο-
ϕοδότησης ή MLPs. Τα τεχνητά νευρωνικά δίκτυα χρησιµοποιούνται για την προσέγγιση
οποιασδήποτε συναρτησιακής σχέσης και µάλιστα, αποδεικνύεται ότι η προσεγγιστική
δύναµη τους είναι καθολική. Αυτό πρακτικά σηµαίνει ότι οι δυνατότητες των νευρωνι-
κών δικτύων ως προς την µοντελοποίηση προβληµάτων είναι απεριόριστες και για αυτό,
µπορούν να αποτελέσουν ένα πολύ σηµαντικό εργαλείο για τους κλάδους της χηµικής µη-
χανικής, της χηµείας, της ϐιολογίας και της ιατρικής. Στην συνέχεια της εργασίας ϑα γίνει
παρουσίαση των συνελικτικών νευρωνικών δικτύων, καθώς και της επέκτασης τους στην
µαθηµατική αποτύπωση των γράφων που αυξάνουν ακόµα περισσότερο τις δυνατότητες
αυτού του τοµέα τεχνητής νοηµοσύνης. Πιο συγκεκριµένα, όσον αφορά τα MLPs ισχύει
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το ϑεώρηµα καθολικής προσέγγισης, το οποίο παρουσιάζεται παρακάτω χωρίς απόδειξη
λόγω της αυξηµένης µαθηµατικής περιπλοκότητάς του [25] [26]:

Θεώρηµα

Κάθε συνεχής συνάρτηση ορισµένη στον n-διάστατο µοναδιαίο υπερκύβο (έστω f ) µπορεί
να προσεγγιστεί από ένα πεπερασµένο άθροισµα του τύπου:

Ψ(xxx) =

N∑
i=1

viφ(wiwiwixxx + bi) , (1.33)

όπου vi , bi ∈ R, wiwiwi ∈ R
n και φ µια συνεχής µεροληπτική συνάρτηση ή ισοδύναµα:

Ψ(xxx) − f (xxx) < ϸ,∀ϸ ∈ R . (1.34)

Μια συνάρτηση λέγεται µεροληπτική (discriminatory) όταν ισχύει η συνεπαγωγή:∫
In

φ(ωiωiωixxx + bi)dµ(x) = 0⇒ µ(x) = 0,∀wiwiwi ∈ R
n, bi ∈ R , (1.35)

όπου µ(x) το µέτρο.

Σηµειώνεται ότι το πεπερασµένο άθροισµα Ψ(xxx) εκφράζει ένα νευρωνικό δίκτυο ενός κρυ-
ϕού στρώµατος Ν νευρώνων. ∆ηλαδή ένα απλό MLP µε ένα κρυφό στρώµα είναι ικανό να
προσεγγίσει οποιαδήποτε συνεχή συνάρτηση. Στην πραγµατικότητα, χρησιµοποιούνται
ϐαθύτερα νευρωνικά δίκτυα (περισσότερα του ενός κρυφά στρώµατα), καθώς µπορούν να
προσεγγίσουν συναρτήσεις µε πιο στιβαρό τρόπο. Τα νευρωνικά δίκτυα µε περισσότε-
ϱα του ενός κρυφά στρώµατα καλούνται ϐαθιά νευρωνικά δίκτυα και εκπροσωπούν την
υποκατηγορία της µηχανικής µάθησης που καλείται ϐαθιά µάθηση (deep learning).

Σχήµα 1.16: Βαθύ νευρωνικό δίκτυο εµπρόσθιας τροφοδότησης µε 2 κρυφά στρώµατα
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Κεφάλαιο 2

Συνελικτικά Νευρωνικά ∆ίκτυα
(Convolutional Neural Networks)

2.1 Οι Εικόνες ως ∆εδοµένα Εισόδου σε Νευρωνικά ∆ίκτυα (Images
as Neural Networks Input Data)

Τα συνελικτικά νευρωνικά δίκτυα (convolutional neural networks), τα οποία εισήχθησαν
από τον LeCun το 1989 [27], αποτελούν ένα είδος νευρωνικών δικτύων που επεξεργάζο-
νται δεδοµένα µε συγκεκριµένη τοπολογία υπό τη µορφή πλέγµατος (data with known
grid-like topology) [7]. Παραδείγµατα τέτοιων δεδοµένων είναι οι εικόνες, η επεξεργασία
και εξαγωγή µοτίβων από τις οποίες αποτελεί, ίσως, το κυριότερο πεδίο εφαρµογής των
συνελικτικών νευρωνικών δικτύων. Πράγµατι, οι εικόνες µπορούν να ϑεωρηθούν ως ένα
δισδιάστατο πλέγµα από εικονοστοιχεία (ή pixels), το οποίο έχει µια συγκεκριµένη διάταξη
στον χώρο, όπως ορίζεται από την ίδια την ϕύση των εικόνων. Ως παράδειγµα δίδεται µια
εικόνα 10×10 εικονοστοιχείων που παρουσιάζεται σε µεγέθυνση υπό την µορφή ενός X/Y
πλέγµατος :

Σχήµα 2.1: Απεικόνιση σε µεγεθυµένο X/Y πλέγµα µιας εικόνας 10 × 10 εικονοστοιχείων

Η πληροφορία που περιλαµβάνει ένα εικονοστοιχείο είναι, συνήθως, ένα διάνυσµα 3 στοι-
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χείων που αντιστοιχούν στα 3 χρωµατικά κανάλια : κόκκινο, πράσινο και µπλε (RGB).
Τα κανάλια RGB λαµβάνουν τιµές από το 0 εώς το 255, οι οποίες αντιστοιχούν στην ϕω-
τεινότητα του χρώµατος που υποδηλώνουν. Με αυτόν τον τρόπο, µπορεί να καλυφθεί
όλο το χρωµατικό εύρος µε σχετικά καλή ανάλυση. Ακολουθεί παράδειγµα απεικόνισης
καναλιών µε το σύστηµα RGB επιλεγµένων εικονοστοιχείων του προηγούµενου παραδείγ-
µατος :

Σχήµα 2.2: RGB κανάλια και αντίστοιχη απόχρωση επιλεγµένων εικονοστοιχείων εικόνας 10 × 10
εικονοστοιχείων υπό µορφή X/Y πλέγµατος

Σύµφωνα µε τα παραπάνω, µια εικόνα ϑα µπορούσε µαθηµατικά να αποτυπωθεί ως ένας
τανυστής τρίτης τάξης, του οποίου οι 2 πρώτες διαστάσεις καθορίζονται από το µέγεθος της
σε εικονοστοιχεία και η τρίτη διάστασή της καθορίζεται από τα χρωµατικά κανάλια (στην
περίπτωση του συστήµατος RGB 3). Οι τανυστές τρίτης τάξης µπορούν να αποτελέσουν
είσοδο ενός νευρωνικού δικτύου εµπρόσθιας τροφοδότησης σύµφωνα µε τα όσα έχουν α-
ναφερθεί στο κεφάλαιο 1. Τι συµβαίνει, όµως, µε µια ϕωτογραφία που έχει µέγεθος 1
megapixel; Ο τανυστής τρίτης τάξης που την αντιπροσωπεύει ϑα έχει διάσταση της τάξης
106. Ακόµα και µία δραστική µείωση στις 103 κρυφές διαστάσεις ϑα επέφερε τουλάχιστον
106 × 103 = 109 εκπαιδεύσιµες παραµέτρους στο νευρωνικό δίκτυο. Η εκπαίδευση ενός
τέτοιου νευρωνικού δικτύου προσδοκά τεράστια υπολογιστική ισχύ, ενώ µπορεί να κατα-
στεί ακόµα και υπολογιστικά αδύνατη. Λύση σε αυτό το πρόβληµα επιχειρούν να δώσουν
τα συνελικτικά νευρωνικά δίκτυα.

Συνήθως, σκοπός ενός νευρωνικού δικτύου, το οποίο λαµβάνει ως είσοδο µια εικόνα,
είναι η ανίχνευση ενός αντικειµένου που περιλαµβάνεται σε αυτήν. Σε προβλήµατα τα-
ξινόµησης, το αντικείµενο αυτό αναπαριστά µια κλάση του προβλήµατος που πρέπει να
διακριθεί από τις υπόλοιπες. Παραδείγµατα ϑα µπορούσαν να αποτελούν η αναγνώριση
γάτας/σκύλου, όπου οι κλάσεις είναι 2 ή η αναγνώριση χειρόγραφων αριθµητικών ψη-
ϕίων, όπου οι κλάσεις είναι 10 (όσες και τα αριθµητικά ψηφία). Φαίνεται λογικό πως
οποιαδήποτε µέθοδος ανίχνευσης αντικειµένων, όπως είναι και το ανθρώπινο µάτι, δεν ϑα
νοιάζεται για την ακριβή ϑέση του αντικειµένου στην εικόνα. Για παράδειγµα, όταν τίθεται
το πρόβληµα της αναγνώρισης της γάτας από τον σκύλο σε έναν άνθρωπο, αυτός δεν ενδια-
ϕέρεται αν η γάτα είναι στην κορυφή ή σε µια γωνία της ϕωτογραφίας, αρκεί ότι υπάρχει
σε αυτήν. Το συνελικτικό νευρωνικό δίκτυο προσπαθεί να συστηµατοποίησει την ιδέα αυτή

40



της χωρικής ανεξαρτησίας (spatial invariance) ϐασισµένο σε δύο άξονες [5]:

• Το νευρωνικό δίκτυο πρέπει να αντιµετωπίζει κάθε τµήµα της εικόνας µε συγκεκρι-
µένο τρόπο ανεξάρτητα από την ϑέση του σε αυτή.

• Το νευρωνικό δίκτυο πρέπει να επικεντρώνεται σε τοπικές περιοχές της εικόνας, χωρίς
να ενδιαφέρεται για περιεχόµενα της εικόνας σε µακρινή απόσταση. Τελικά, αυτές
οι τοπικές αναπαραστάσεις µπορούν να συσσωρευθούν και να παράξουν προβλέψεις
σε επίπεδο ολόκληρης εικόνας.

Τα συνελικτικά νευρωνικά δίκτυα επιτυγχάνουν τα παραπάνω χρησιµοποιώντας την µα-
ϑηµατική διαδικασία της συνέλιξης (convolution operation).

2.2 Η ∆ιαδικασία της Συνέλιξης (Convolution Operation)

Η συνέλιξη µεταξύ δύο συναρτήσων f, g : R→ R συµβολίζεται µε αστερίσκο (∗) και ορίζεται
ως εξής :

(f ∗ g)(x) =

∫
f (z)g(x − z)dz . (2.1)

Εποµένως, η συνέλιξη υπολογίζει την επικάλυψη των συναρτήσεων f και g αν η g ¨α-
ναστραφεί¨ ως προς τον άξονα y και µετατοπιστεί κατά x. Με ϐάση την ορολογία των
συνελικτικών νευρωνικών δικτύων, η συνάρτηση f αναφέρεται ως είσοδος (input) και η
συνάρτηση g ως πυρήνας (kernel). Για να γίνει αντιληπτή η ϕυσική σηµασία της συνέλι-
ξης δίνεται το εξής παράδειγµα:

΄Εστω ότι µετράται η ϑέση ενός διαστηµόπλοιου µε αισθητήρα λέιζερ. Ο αισθητήρας πα-
ϱάγει µια µοναδική έξοδο h(t) που αντιστοιχεί στη ϑέση του διαστηµόπλοιου σε χρόνο t.
΄Εστω τώρα ότι το σήµα του αισθητήρα είναι ϑορυβώδες. Τότε για µια καλύτερη εκτίµη-
ση της ϑέσης του διαστηµόπλοιου είναι επιθυµητος ο υπολογισµός ενός µέσου όρου των
µετρήσεων του αισθητήρα. Φυσικά, οι νεότερες µετρήσεις είναι πιο σχετικές και έτσι, επι-
λέγεται ο υπολογισµός ενός σταθµισµένου µέσου όρου µε περισσότερο ϐάρος να δίδεται
στις νεότερες µετρήσεις. Ορίζεται, λοιπόν, µια συνάρτηση ϐάρους w(a) όπου a η ηλικία
της µέτρησης. Ο επιθυµητός σταθµισµένος µέσος όρος µετρήσεων ϑα δίδεται από την
συνέλιξη των συναρτήσεων h και w: (h ∗w)(t) =

∫
h(a)w(t − a)da.

Στο παραπάνω παράδειγµα, το σήµα που αντιστοιχεί στη µέτρηση του αισθητήρα είναι
µια συνεχής συνάρτηση, κάτι που είναι µη-ϱεαλιστικό. Στην πραγµατικότητα, ένα όργανο
παράγει µετρήσεις σε διακριτό χρόνο, δηλαδή ανά συγκεκριµένα χρονικά διαστήµατα.
΄Ετσι, το σήµα h έχει τη µορφή διανύσµατος πεπερασµένου µήκους και η συνέλιξη δίνεται
από την σχέση:

(h ∗w)(t) =
∑
a

h(a)w(t − a) . (2.2)

΄Οπως έχει ήδη αναφερθεί, οι είσοδοι στα νευρωνικά δίκτυα συνήθως είναι τανυστές τάξης
µεγαλύτερης του 1, όπως τα διανύσµατα του προηγούµενου παραδείγµατος. Οι έγχρωµες
εικόνες, λόγω της ύπαρξης των χρωµατικών καναλιών RGB είναι τανυστές τρίτης τάξης.
Από την άλλη, οι ασπρόµαυρες εικόνες µπορούν να αναπαρασταθούν ως τανυστές δεύτερης
τάξης, όπου σε κάθε εικονοστοιχείο αντιστοιχεί µια (αντί για τρεις) τιµή ϕωτεινότητας
από το 0 έως το 255. Για λόγους µαθηµατικής απλοποίησης και ευκολίας απεικόνισης,
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τα επόµενα παραδείγµατα ϑα ϑεωρούν ασπρόµαυρες εικόνες, δηλαδή τανυστές δεύτερης
τάξης ως δεδοµένα εισόδου. ΄Εστω, λοιπόν, η δισδιάστατη εικόνα III και ο δισδιάστατος
πυρήνας KKK. Τότε για τη συνέλιξη τους ισχύει :

[III ∗KKK]i,j =
∑
m

∑
n

[III]m,n[KKK]i−m,j−n , (2.3)

όπου υπολογίζεται το στοιχείο του πίνακα που προκύπτει έπειτα από τη συνέλιξη στη ϑέση
(i, j).

Η αντιµεταθετική ιδιότητα ισχύει στην συνέλιξη και έτσι, ισχύει :

[KKK ∗ III]i,j =
∑
m

∑
n

[[III]i−m,j−nKKK]m,n . (2.4)

Η αντιµεταθετική ιδιότητα προκύπτει από την περιστροφή του πυρήνα σε σχέση µε την
είσοδο, µε την έννοια ότι καθώς το m αυξάνεται, τόσο ο δείκτης της εισόδου µειώνεται και
ο δείκτης του πυρήνα αυξάνεται. Τα παραπάνω δεν έχουν κάποια πρακτική χρησιµότητα
στην κατανόηση των συνελικτικών νευρωνικών δικτύων, αλλά είναι χρήσιµα σε µερικές
µαθηµατικές αποδείξεις. Παρ΄ όλα αυτά, πολλές ϐιβλιοθήκες νευρωνικών δικτύων αντί για
τη συνέλιξη χρησιµοποιούν µια αντίστοχη µαθηµατική διαδικασία αλλά χωρίς την περι-
στροφή του πυρήνα, η οποία καλείται δια-συσχέτιση (cross-correlation) και συµβολίζεται
µε αστέρι (F):

[KKKFIII]i,j =
∑
m

∑
n

[[III]i+m,j+nKKK]m,n . (2.5)

Εφεξής και όπως συνηθίζεται ϐιβλιογραφικά, η µαθηµατική διαδικασία της δια-συσχέτισης
ϑα καλείται συνέλιξη χωρίς περιστροφή πυρήνα.

Για τη συνέλιξη χωρίς περιστροφή πυρήνα ϑεωρώντας ως είσοδο έναν πίνακα nI × mI και
ως πυρήνα έναν πίνακα nK × mK , ορίζεται ο υποπίνακας του πίνακα εισοδου, παράθυρο
συνέλιξης (convolution window), το µέγεθος του οποίου ισούται µε το µέγεθος του πυ-
ϱήνα. Η διαδικασία της συνέλιξης χωρίς περιστροφή πυρήνα είναι η εξής : ξεκινώντας
το παράθυρο συνέλιξης από την πάνω αριστερή γωνία και κυλώντας το κατά µήκος του
πίνακα εισόδου, εφαρµόζεται γινόµενο Hadamard µεταξύ του παραθύρου συνέλιξης και
του πυρήνα. Το άθροισµα των στοιχείων κάθε νέου πίνακα που προκύπτει από το γινόµενο
Hadamard αποτελεί και ένα στοιχείο του πίνακα εξόδου. Το µέγεθος του πίνακα εξόδου
δίνεται από την εξής σχέση:

(nI − nK + 1) × (mI −mK + 1) . (2.6)

Ακολουθεί αριθµητικό παράδειγµα δισδιάστατης συνέλιξης χωρίς περιστροφή πυρήνα:
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Σχήµα 2.3: Σχηµατική απεικόνιση συνέλιξης χωρίς περιστροφή πυρήνα. Το παράθυρο συνέλι-
ξης (γαλάζιο στον πίνακα εισόδου) πολλαπλασιάζεται ανά στοιχείο µε τον πυρήνα και κατόπιν
πρόσθεσης των στοιχείων του νέου πίνακα παράγει ένα στοιχείο του πίνακα εξόδου. Κάθε ϕορά
µεταφέρεται κατά µία ϑέση δεξιά κατά µήκος του πίνακα εισόδου.

Μέσω της διαδικασία της συνέλιξης επιτυγχάνεται ο εντοπισµός σηµαντικών τοπικών χα-
ϱακτηριστικών των δεδοµένων εισόδου που στην προκειµένη περίπτωση είναι εικόνες. Πιο
συγκεκριµένα, µπορούν να επιτευχθούν διάφορες διαδικασίες επεξεργασίας της εικόνας
ανάλογα µε την επιλογή πυρήνα (ή ϕίλτρου όπως συνηθίζεται να αποκαλείται στην επεξερ-
γασία εικόνας), όπως ϑάµπωµα (blurring), όξυνση (sharpening), εντοπισµός ακµών (edge
detection) κλπ [28]. Ακολουθεί ένα παράδειγµα συνέλιξης για εντοπισµό ακµών:

Σχήµα 2.4: Αριστερά: ϕωτογραφία του Ναού του Ποσειδώνα στο Σούνιο µεγέθους 320 × 293
εικονοστοιχείων. ∆εξιά : Η εικόνα µετά την συνέλιξη µε επιλεγµένο πυρήνα για εντοπισµό ακµών.
Η παραγωγή της επεξεργασµένης εικόνας έγινε µέσω του online λογισµικού https://setosa.
io/ev/image-kernels/

Στο παράδειγµα του σχήµατος 2.4 πραγµατοποιείται συνέλιξη µε τον εξής 3 × 3 πυ-
ϱήνα:

-1 -2 -1
0 0 0
1 2 1

Ο πίνακας εξόδου, λοιπόν, ϑα έχει διάσταση (320 − 3 + 1) × (293 − 3 + 1) = 318 × 291.
Εποµένως, µε τη διαδικασία της συνέλιξης γίνονται 318 × 291 × 10 = 925380 πράξεις
αριθµών κινητής υποδιαστολής (floating point numbers) (9 πολλαπλασιασµοί κατά το
γινόµενο Hadamard και 1 πρόσθεση). Από την άλλη, εάν η είσοδος ήταν πλήρως συνδε-
δεµένη µε την έξοδο, δηλαδή η εικόνα εισερχόταν σε ένα νευρωνικό δίκτυο εµπρόσθιας
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τροφοδότησης, τότε σύµφωνα µε όσα έχουν αναλυθεί στο κεφάλαιο 1, ϑα χρειάζονταν,
λόγω του πολλαπλασιασµού πινάκων, 320× 293× 318× 291 ή σχεδόν 9 δισεκατοµµύρια
πράξεις µεταξύ αριθµών κινητής υποδιαστολής. Εποµένως, γίνεται κατανοητή η σπουδαία
εξοικονόµηση υπολογιστικής ισχύος που επιφέρει η αραιή σύνδεση (sparse connectivity)
των συνελικτικών νευρωνικών δικτύων, χωρίς ταυτόχρονα να χάνονται σηµαντικά χαρα-
κτηριστικά της αρχικής εικόνας.

΄Ενα πρόβληµα που µπορεί να προκύψει µε την εφαρµογή πολλαπλών συνελικτικών στρω-
µάτων το ένα µετά το άλλο είναι η περικοπή της αρχικής εικόνας σε σηµείο να χάνονται
σηµαντικές πληροφορίες της. Στο προηγούµενο παράδειγµα, µε εφαρµογή πυρήνα 3 × 3
το µέγεθος της εικόνας ελαττώθηκε από 320 × 293 σε 318 × 291. ΄Οπως ϕαίνεται και στο
σχήµα 2.4, στην συγκεκριµένη περίπτωση η εικόνα δεν έχασε σηµαντική πληροφορία µε-
τά την περικοπή που συνέβη λόγω της εφαρµογή συνέλιξης. Αυτό ϑα συνέβαινε, όµως, εάν
η αρχιτεκτονική του µοντέλου περιλάµβανε, για παράδειγµα, 10 συνελικτικά στρώµατα
όπου εφαρµοζόταν ο ίδιος πυρήνας µεγέθους 3 × 3. Μία άµεση λύση στο Ϲήτηµα αυ-
τό είναι η προσθήκη ενός επιπλέον στρώµατος εικονοστοιχείων περιµετρικά της αρχικής
εικόνας. Τυπικά, τα νέα εικονοστοιχεία έχουν την τιµή 0. Η τακτική αυτή συναντάται
στη ϐιβλιογραφία µε τον αγγλικό όρο padding [5]. Ακολουθεί ένα γραφικό παράδειγµα
όπου εφαρµόζεται padding 2 σειρών και 2 στηλών νέων εικονοστοιχείων σε έναν πίνακα
εισόδου:

Σχήµα 2.5: Σχηµατική απεικόνιση συνέλιξης χωρίς περιστροφή πυρήνα κατόπιν εφαρµογής
padding µίας σειράς

Σηµειώνεται ότι τυπικά κατά το padding επιλέγεται Ϲυγός αριθµός σειρών και στηλών
καθώς οι µισές κατανέµονται από την µία πλευρά του πίνακα και οι άλλες µισές από
την άλλη (δεξιά και αριστερά για στήλες, πάνω και κάτω για σειρές). Το µέγεθος του
πίνακα εξόδου µετά την εφαρµογή padding nP σειρών και mP στηλών ϐρίσκεται από την
τροποποιηµένη εξίσωση 2.6:

(nI − nK + nP + 1) × (mI −mK +mP + 1) . (2.7)

΄Αλλη µια ¨τροποποίηση¨ της διαδικασίας της συνέλιξης που χρησιµοποιείται είτε για σκο-
πούς εξοικονόµησης υπολογιστικού κόστους είτε για σκοπούς αποκλιµάκωσης του αρχι-
κού όγκου δεδοµένων είναι το άλµα (εφεξής µε τον αγγλικό όρο stride). Με την εφαρµογή
stride, το παράθυρο συνέλιξης κινείται κατά µήκος του πίνακα εισόδου παραλείποντας
συγκεκριµένο αριθµό στηλών ή σειρών που ορίζεται από τον χρήστη. Για παράδειγµα,
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µε stride 2 οριζόντια, παραλείπεται κάθε ϕορά 1 στήλη (ο πολλαπλασιασµός ανά στοιχείο
και το άθροισµα γίνονται 2 στήλες µετά), ενώ µε stride 3 κατακόρυφα, όταν το παράθυρο
ϕτάσει στο τέλος µιας γραµµής παραλείπονται οι 2 επόµενες γραµµές(ο πολλαπλασιασµός
ανά στοιχείο και το άθροισµα γίνονται 3 γραµµές µετά). Η εφαρµογή stride 2 οριζόντια και
4 κάθετα µπορεί να οπτικοποιηθεί µε ϐάση το παράδειγµα πίνακα εισόδου του σχήµατος
2.5 ως εξής :

Σχήµα 2.6: Σχηµατική απεικόνιση συνέλιξης χωρίς περιστροφή πυρήνα κατόπιν εφαρµογής stride
2 οριζόντια και 4 κάθετα

Το µέγεθος του πίνακα εξόδου που προκύπτει µετά από εφαρµογή stride nS οριζόντια και
mS κατακόρυφα ϐρίσκεται από τον εξής τύπο (ο οποίος περιλαµβάνει και την περίπτωση
padding):

nI − nK + nP + nS
nS

×
mI −mK +mP +mS

mS
. (2.8)

2.3 Στρώµατα ενός Συνελικτικού Νευρωνικού ∆ικτύου (Layers of a
Convolutional Neural Network)

΄Ενα τυπικό συνελικτικό νευρωνικό δίκτυο αποτελείται από ένα ή περισσότερα συνελικτικά
στρώµατα (convolutional layers), τα οποία συχνά ακολουθούνται από ένα ή περισσότε-
ϱα στρώµατα υποδειγµατοληψίας (pooling layers) και πιθανόν, από ένα ή περισσότερα
πλήρως συνδεδεµένα στρώµατα (fully-connected layers). [29]

2.3.1 Το Συνελικτικό Στρώµα (Convolutional Layer)

Σε ένα συνελικτικό στρώµα εφαρµόζεται η διαδικασία της συνέλιξης µέσω ενός εκπαιδε-
ύσιµου πυρήνα. Σε περίπτωση που η είσοδος είναι εικόνα τότε αυτή αποτελεί τανυστή
δεύτερης ή τρίτης τάξης (ασπρόµαυρη ή έγχρωµη αντίστοιχα) και ο πυρήνας καλείται ϕίλ-
τρο. Η επεξεργασµένη εικόνα που παράγεται καλείται χάρτης χαρακτηριστικών (feature
map). Παράδειγµα feature map είναι η δεξιά εικόνα του σχήµατος 2.4. Η ονοµασία αυτή
δεν είναι τυχαία, καθώς όπως έχει αναφερθεί στο υποκεφάλαιο 2.2, η συνέλιξη έχει το
σκοπό της εξαγωγής σηµαντικών τοπικών χαρακτηριστικών της εικόνας επιτυγχάνοντας
ταυτόχρονα αραιές συνδέσεις µεταξύ εισόδου και εξόδου και άρα, εξοικονόµηση υπολο-
γιστικής ισχύος. ΄Ενα συνελικτικό στρώµα µπορεί να παράξει τόσα feature maps όσα και
ο αριθµός των ϕίλτρων (ή πυρήνων) που περιλαµβάνει. Ακόµη, µετά την διαδικασία της
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συνέλιξης και πριν την εξαγωγή του feature map εφαρµόζεται µια µη-γραµµική συνάρτη-
ση ενεργοποίησης, ακριβώς όπως στην περίπτωση των πλήρως συνδεδεµένων στρωµάτων
(στρώµατα κλασσικών MLP - ϐλ. κεφάλαιο 1). Σε ένα συνελικτικό στρώµα, εκπαιδεύσι-
µες παράµετροι είναι τα στοιχεία των πινάκων των ϕίλτρων, τα οποία σε κάθε επανάληψη
ανανεώνονται µε τους γνωστούς αλγορίθµους ϐελτιστοποίησης (ϐλ. υποκεφάλαιο 1.2.2).
Συνοπτικά, η γραφική απεικόνιση ενός συνελικτικού στρώµατος µε 4 ϕίλτρα ϕαίνεται στο
παρακάτω σχήµα:

Σχήµα 2.7: Συνελικτικό στρώµα 4 ϕίλτρων. Ο αστερίσκος δηλώνει την πράξη της συνέλιξης της
αρχικής εικόνας µε το εκάστοτε ϕίλτρο και το ϕ την µη-γραµµική συναρτήση ενεργοποίησης. [29]

2.3.2 Το Στρώµα Υποδειγµατοληψίας (Pooling Layer)

Το στρώµα υποδειγµατοληψίας ελαττώνει το µέγεθος µιας εικόνας, καθώς συνδυάζει γειτο-
νικά εικονοστοιχεία σε µια περιοχή της εικόνας σε µία µοναδική αντιπροσωπευτική τιµή.
Για παράδειγµα, η υποδειγµατοληψία µεγίστου (max pooling), η οποία είναι η ευρύτερα
χρησιµοποιούµενη συνάρτηση υποδειγµατοληψίας, επιστρέφει την µέγιστη τιµή µιας ορ-
ϑογώνιας γειτονιάς του πίνακα εισόδου του στρώµατος. Η υποδειγµατοληψία εφαρµόζεται
στον πίνακα εισόδου µε παρόµοιο τρόπο µε την συνέλιξη, αφού και πάλι ένα παράθυρο
κυλίεται κατά µήκος του πίνακα εισόδου. Αυτή την ϕορά, όµως, η τιµή που εκχωρείται
στην αντίστοιχη ϑέση του πίνακα εξόδου καθορίζεται από την συνάρτηση υποδειγµατολη-
ψίας (π.χ. µέγιστη για max pooling). Το µέγεθος του παραθύρου καθορίζεται µαζί µε την
συνάρτηση υποδειγµατοληψίας. Εκτός από το max pooling, άλλες συναρτήσεις υποδειγ-
µατοληψίας είναι η υποδειγµατοληψία αθροίσµατος (sum pooling), η υποδειγµατοληψία
µέσου όρου (average pooling) και η υποδειγµατοληψία L2 νόρµας (L2 norm pooling).
Ακολουθεί ένα γραφικό παράδειγµα εφαρµογής 2 × 2 max pooling:
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Σχήµα 2.8: Σχηµατική απεικόνιση εφαρµογής 2 × 2 max pooling

Σκοπός του στρώµατος υποδειγµατοληψίας είναι η σταδιακή συσσώρευση πληροφοριών
µε ταυτόχρονη ελάττωση µεγέθους της εικόνας όσο το νευρωνικό δίκτυο ϐαθαίνει. Η εφαρ-
µογή µιας στατιστικής συνάρτησης σε µια γειτονιά της εικόνας, καθιστά τις πληροφορίες
που λαµβάνονται µη-εξαρτώµενες από µικρές αλλαγές των εισόδων που µπορεί να συµ-
ϐαίνουν καθώς το νευρωνικό δίκτυο εκπαιδεύεται. Πράγµατι, όπως αναλύθηκε στην αρχή
του παρόντος κεφαλαίου (υποκεφάλαιο 2.1) κατά την επεξεργασία µιας εικόνας (αντίστοι-
χα, και οποιουδήποτε άλλου τύπου δεδοµένο εισόδου σε συνελικτικό νευρωνικό δίκτυο),
µας ενδιαφέρει περισσότερο η ίδια η παρουσία ενός σηµαντικού χαρακτηριστικού ενός α-
ντικειµένου, παρά η ακριβής ϑέση του. ΄Ετσι, το δίκτυο πρέπει να είναι ικανό να εντοπίζει
και να αποµονώνει αυτό το χαρακτηριστικό ακόµα κι αν η ϑέση του δεν είναι σταθερή
µετά από αλλεπάλληλες εφαρµογές συνελικτικών ϕίλτρων.

2.3.3 Το Πλήρως Συνδεδεµένο Στρώµα (Fully Connected Layer)

Τα στρώµατα των κλασικών νευρωνικών δικτύων εµπρόσθιας τροφοδότησης ή MLP χρησι-
µοποιούνται, συνήθως, στο τελικό στάδιο ενός συνελικτικού νευρωνικού δικτύου. Αποσκο-
πούν στην µετατροπή των feature maps, δηλαδή των εξόδων ενός συνελικτικού στρώµατος
ή ενός στρώµατος υποδειγµατοληψίας, σε κατανοµή πιθανοτήτων κλάσεων. Για να το
κατορθώσουν αυτό, αρχικά, το feature map µιας εικόνας, όπου για έγχρωµες εικόνες
αποτελεί τανυστή τρίτης τάξης, µετασχηµατίζεται σε τανυστή πρώτης τάξης, δηλαδή διάνυ-
σµα. Το διάνυσµα αυτό έχει µήκος όσο και το πλήθος των στοιχείων του feature map και η
διαδικασία µε την οποία παράγεται συναντάται στη διεθνή ϐιβλιογραφία µε τον όρο flaten-
ning. Κάθε στοιχείο του νέου διανύσµατος αποτελεί και τιµή ενεργοποίησης ενός νευρώνα
του στρώµατος εισόδου του MLP. Η έξοδος του MLP, το οποίο πιθανότατα και σύµφωνα
µε τη ϑεωρία του κεφαλαίου 1 περιλαµβάνει κρυφά στρώµατα, αποτελείται από τόσους
νευρώνες όσες και οι κλάσεις του προβλήµατος ταξινόµησης και η κάθε τιµή ενεργοπο-
ίησης των νευρώνων εξόδου έχει την µορφή πιθανότητας (oi ∈ [0,1]) που έχει προκύψει
από εφαρµογή της συνάρτησης softmax (ϐλ. παράγραφο 1.3.3). Συµπερασµατικά, ένα
MLP, δηλαδή πλήρως συνδεδεµένα στρώµατα σε σειρά, τοποθετηµένο στο τέλος ενός συ-
νελικτικού νευρωνικού δικτύου, µετατρέπουν δεδοµένα εικόνας σε κατανοµή πιθανοτήτων
κλάσεων, κάτι που αποτελεί και το Ϲητούµενο ενός προβλήµατος ταξινόµησης. [30]
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2.4 Μέθοδοι Βελτίωσης Εκπαίδευσης Βαθιών Νευρωνικών ∆ικτύων
(Methods for Improving Training of Deep Neural Networks)

2.4.1 Κανονικοποίηση Παρτίδας (Batch Normalization)

Η συνεχής ανανέωση των παραµέτρων στρωµάτων νευρωνικών δικτύων ως άµεσο επα-
κόλουθο της εκπαίδευσης του νευρωνικού δικτύου, επιφέρει την συνεχή αλλαγή της κα-
τανοµής των εισόδων σε κάθε στρώµα. ΄Εχει παρατηρηθεί ότι η παραπάνω συµπεριφορά
επιβραδύνει την εκπαίδευση ϐαθιών νευρωνικών δικτύων, απαιτώντας µικρότερους ϱυθµο-
ύς µάθησης και αρκετά προσεκτική επιλογή αρχικοποίησης των παραµέτρων. Λύση στο
πρόβληµα µπορεί να δώσει η εφαρµογή κανονικοποίησης σε κάθε παρτίδα της εκπαιδευ-
τικής διαδικασίας του µοντέλου. ΄Οπως περιγράφηκε στην παράγραφο 1.2.2, επιλέγεται
συχνά η εκπαίδευση ενός νευρωνικού δικτύου µε χρήση σε κάθε επανάληψη µιας µικρής
παρτίδας παραδειγµάτων προκαθορισµένου µεγέθους. Το ϐήµα κανονικοποίησης εφαρ-
µόζεται στην είσοδο κάθε στρώµατος ενός ϐαθιού νευρωνικού δικτύου, όπου εισάγονται
οι κρυφές ενεργοποιήσεις της αρχικά επιλεγµένης παρτίδας παραδειγµάτων του συνόλου
δεδοµένων εκπαίδευσης. Ο µετασχηµατισµός που διέπει την κανονικοποίηση παρτίδας
στην είσοδο του στρώµατος k ενός νευρωνικού δικτύου ορίζεται από τις ακόλουθες εξι-
σώσεις [31]:

x̂ (k)
i =

x (k)
i − µ

(k)
B√

σ (k)
B

2 + ϸ
(2.9)

y(k)
i = γ(k)x̂ (k)

i + �(k) (2.10)

όπου ο δείκτης i ∈ [1, m] χρησιµοποιείται για να καθορίσει µια ενεργοποίηση της παρτίδας
B µεγέθους m, µB ο µέσος όρος όλων των ενεργοποιήσεων της παρτίδας, σ2

B η διακύµανση
των ενεργοποίησεων της παρτίδας B, ϸ µικρή σταθερά που προτίθεται στον παρονοµάστη
για αριθµητική σταθερότητα, γ και � εκπαιδεύσιµες παράµετροι του µοντέλου που ορίζουν
την κανονικοποιηµένη ενεργοποίηση yi, οι οποίες ανανεώνονται µέσω του αλγορίθµου
back-propagation.

2.4.2 Ενίσχυση ∆εδοµένων (Data Augmentation)

Η ενίσχυση δεδοµένων είναι µια µέθοδος τεχνητής αύξησης του µεγέθους ενός συνόλου
δεδοµένων εκπαίδευσης συνελικτικών νευρωνικών δικτύων µέσα από την παραγωγή ε-
πεξεργασµένων εκδόσεων των εικόνων του συνόλου δεδοµένων. Η µέθοδος αυτή ϐρίσκει
εφαρµογή σε πολλούς τοµείς, όπου δεν υπάρχει πρόσβαση σε µεγάλα δεδοµένα (big data),
όπως για παράδειγµα οι ιατρικές εικόνες. Μέσω της ενίσχυσης δεδοµένων, εκτός από το
µέγεθος αυξάνεται και η ποιότητα του συνόλου δεδοµένων οδηγώντας µε αυτόν τον τρόπο
σε καλύτερη εκπαίδευση του µοντέλου. Σε αντίθεση µε τεχνικές κανονικοποίησης της
εκπαιδευτικής διαδικασίας για την αποφυγή υπερπροσαρµογής, όπως το Dropout ή το
Batch Normalization, ενίσχυση δεδοµένων αποτελεί µια µέθοδο που στοχέυει στην καρ-
διά του προβλήµατος, την οποία αποτελεί το σύνολο δεδοµένων εκπαίδευσης. Ορισµένες
τεχνικές ενίσχυσης δεδοµένων εικόνων είναι οι εξής [32]:

• Τυχαία οριζόντια ή κάθετη µετακίνηση των εικονοστοιχείων µιας εικόνας

• Περιστροφή µιας εικόνας

48



• Τυχαία επεξεργασία ϕωτεινότητας µιας εικόνας

• Τυχαία µεγέθυνση µιας εικόνας

• Προσθήκη ϑορύβου στην εικόνα

• Τυχαία διαγραφή εικονοστοιχείων της εικόνας

• Τυχαία αλλαγή χρωµατικών καναλιών των εικονοστοιχείων της εικόνας

• Ανάµειξη εικόνων µέσα από εφαρµογή µέσου όρου στις τιµές των εικονοστοιχείων
τους

• Προσθήκη feature maps από την διαδικασία εκπαίδευσης του συνελικτικού νευρω-
νικού δικτύου
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Κεφάλαιο 3

Νευρωνικά ∆ίκτυα Γράφων (Graph
Neural Networks)

3.1 Θεωρία Γράφων (Graph Theory)

Στη σύγχρονη κοινωνία της πληροφορίας παρουσιάζεται σε όλο και περισσότερες πτυχές
της ανθρώπινης Ϲωής η ανάγκη της µαθηµατικής απεικόνισης οµάδων (δικτύων) αντικει-
µένων και των σχέσεων που αναπτύσσονται µεταξύ τους. Η αποτύπωση της πολυπλοκότη-
τας τέτοιων δικτύων συσχετιζόµενων αντικειµένων µπορεί να γίνει µε την απλή µαθηµατική
δοµή του γράφου. ΄Ενας γράφος αποτελείται από τους κόµβους (nodes/vertices), οι οποίοι
αναπαρίστανται ως σηµεία στον χώρο και εκφράζουν τα αντικείµενα ενός δικτύου και από
τις ακµές (edges), οι οποίες αναπαρίστανται ως γραµµές που συνδέουν τους κόµβους και
εκφράζουν τις σχέσεις µεταξύ των αντικειµένων. Παραδείγµατα δικτύων αντικειµένων που
µπορούν να κωδικοποιηθούν µέσω γράφων αντλούνται από αναρίθµητους τοµείς της αν-
ϑρώπινης δραστηριότητας και µπορούν να είναι ένα κοινωνικό δίκτυο όπως το Facebook,
ένας χάρτης πλοήγησης ή ένα χηµικό µόριο. Στην περίπτωση του Facebook τους κόµ-
ϐους µπορούν να αποτελούν οι χρήστες της πλατφόρµας και τις ακµές οι ενέργειες που
επιτελούνται µεταξύ τους (π.χ. ϕιλία, like, ανταλλαγή µηνυµάτων, αποκλεισµός κ.λπ.),
στον χάρτη πλοήγησης τους κόµβους αποτελούν τα διάφορα σηµεία ενδιαφέροντος και τις
ακµές οι δρόµοι, ενώ στο µόριο τους κόµβους αποτελούν τα άτοµα και τις ακµές οι χηµικοί
δεσµοί. [33]

Ως γράφος ορίζεται το διατεταγµένο Ϲεύγος G = (V, E), όπου V το σύνολο των κόµβων ή
κορυφών και E το σύνολο των ακµών, δηλαδή διµερών σχέσεων µεταξύ των κόµβων του
συνόλου V . Συνήθως, οι ακµές αναφέρονται σε δεσµούς µεταξύ δύο κόµβων του συνόλου
V , οι οποίοι ονοµάζονται παρακείµενοι ή γειτονικοί ή γειτνιάζοντες. [33] Παρ΄ όλα αυτά, σε
έναν γράφο µπορεί να επιτραπεί ακµή µεταξύ ενός και µόνο κόµβου, η οποία ονοµάζεται
ϐρόχος.

΄Οταν όλα τα στοιχεία του συνόλου E ενός γράφου είναι διατεταγµένα Ϲεύγη (vi , vj), όπου
vi , vj ∈ V ο γράφος ονοµάζεται κατευθυνόµενος (Directed Graph). Τα διατεταγµένα Ϲεύγη
(vi , vj) λέγονται τόξα ή διατεταγµένες ακµές. ΄Ενα τόξο (vi , vj) κατευθύνεται από τον κόµβο
vi στον κόµβο vj και απεικονίζεται µε γραµµή που περιλαµβάνει το αντίστοιχο ϐέλος κα-
τεύθυνσης. [33]
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Σχήµα 3.1: Γράφος µε 4 κόµβους και 6 ακµές όπου: V = {v1, v2, v3, v4} και E =

{e11, e12, e13, e14, e23, e34}. Σηµειώνεται ότι στον γράφο αυτό υπάρχει πολλαπλή σύνδεση, δη-
λαδή τουλάχιστον δύο κόµβοι συνδέονται µε περισσότερες από µία ακµές, καθώς επίσης η ακµή
e11 είναι ϐρόχος.

Σχήµα 3.2: Κατευθυνόµενος γράφος µε 4 κόµβους και 5 ακµές

3.1.1 Γειτνίαση και Πρόσπτωση στους Γράφους (Graph Adjacency and Incidency)

∆ύο κόµβοι vi , vj ∈ V , οι οποίοι συνδέονται µέσω µίας ακµής ei,j ∈ E λέγονται γειτνιάζοντες.
Σε επίπεδο γράφου G = (V, E), ορίζεται ο πίνακας γειτνίασης A (Adjacency matrix) , ο
οποίος είναι τετραγωνικός διαστάσεων n × n, όπου n ο αριθµός των κόµβων ενός γράφου
ή αλλιώς τάξη (order) του γράφου [33]:

Aij =


2, εάν i = j και στον κόµβο vi υπάρχει ϐρόχος,
1, εάν οι κόµβοι vi , vj, µε i , j, είναι γειτνιάζοντες,
0, αλλιώς.

(3.1)

Για το παράδειγµα του σχήµατος 3.1 ο πίνακας γειτνίασης είναι ο εξής :
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A =


2 1 1 1
1 0 1 0
1 1 0 1
1 0 1 0


Μία ακµή ei,j ∈ E λέγεται ότι προσπίπτει στους κόµβους vi , vj ∈ V . Αντίστοιχα µε την
σχέση γειτνίασης, ορίζεται ο πίνακας πρόσπτωσης διαστάσεων m × n (Incidence matrix),
όπου m ο αριθµός των ακµών ενός γράφου ή αλλιώς µέγεθος (size) του γράφου:

Bij =

1, εάν ο κόµβος vi και η ακµή ej είναι προσπίπτοντες,
0, αλλιώς.

(3.2)

Στην περίπτωση κατευθυνόµενου γράφου για τον πίνακα πρόσπτωσης ισχύει :

Bij =


1, εάν η ακµή ej έχει ως αρχή τον κόµβο vi,
−1, εάν η ακµή ej έχει ως τέλος τον κόµβο vi,
0, αλλιώς.

(3.3)

Για το παράδειγµα του σχήµατος 3.2 ο πίνακας πρόσπτωσης είναι ο εξής :

B =


1 0 0 −1 −1
−1 1 0 0 0
0 −1 −1 0 1
0 0 1 1 0


3.1.2 Εκχώρηση Πληροφορίων στους Γράφους (Assigning Graph Attributes)

∆ύο ϐασικοί τύποι γράφων που περιλαµβάνουν εκχωρηµένες πληροφορίες στους κόµβους
ή/και στις ακµές τους είναι οι εξής [33]:

• Σταθµισµένοι Γράφοι (Weighted Graphs)
Σταθµισµένος ονοµάζεται ο γράφος, του οποίου οι ακµές έχουν προσαρτηµένα ϐάρη
µε τη µορφή ενός πραγµατικού αριθµού. Τα ϐάρη ποσοτικοποιούν την σχέση µεταξύ
των κόµβων που εκφράζουν οι εκάστοτε ακµές ενός γράφου.

• Γράφοι µε Χαρακτηριστικά (Attributed Graphs)
Γράφος, του οποίου οι κόµβοι και οι ακµές περιλαµβάνουν προσαρτηµένα χαρα-
κτηριστικά (attributes), τα οποία µπορούν να είναι είτε ποιοτικά (π.χ. ϕύλο) είτε
ποσοτικά (π.χ. ηλικία).

Το παράδειγµα του χηµικού µορίου

Η αναπαράσταση του µορίου µιας χηµικής ένωσης ως γράφος ϑα αποτελέσει ένα από τα
κύρια αντικείµενα µελέτης της παρούσας εργασίας. Προς χάριν διευκόλυνσης της κατα-
νόησης της έννοιας του γράφου µε χαρακτηριστικά, παρατίθεται το παράδειγµα του µορίου
του οξικού οξέος (CH3COOH). Τα άτοµα του µορίου εκτός από τα υδρογόνα (Hydrogen-
suppressed graph) αποτελούν τους κόµβους του γράφου, ενώ οι δεσµοί µεταξύ των ατόµων
αυτών αποτελούν τις ακµές του γράφου. Τα χαρακτηριστικά κόµβων και ακµών είναι ποιο-
τικά και ποσοτικά και για την περαιτέρω ανάλυση τους µέσω µηχανικής µάθησης ή και
άλλων εφαρµογών προτιµάται η κωδικοποίηση τους σε µορφή διανυσµάτων. Σηµειώνεται
ότι η αναλυτική παρουσίαση της µεθοδολογίας χαρακτηρισµού των χηµικών µορίων και
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αναπαράστασής τους µε τη µορφή γράφων ϑα γίνει σε επόµενα κεφάλαια της εργασίας.
Ακολουθεί σχηµατική αναπαράσταση του γράφου µε χαρακτηριστικά για το µόριο του
CH3COOH.

Σχήµα 3.3: Γράφος µε χαρακτηριστικά που απεικονίζει το µόριο του οξικού οξέος. Τα χαρακτη-
ϱιστικά των ατόµων (κόµβων) συµβολίζονται µε AF (Atom Features) και τα χαρακτηριστικά των
δεσµών (ακµών) µε BF (Bond Features). Για τα χαρακτηριστικά του πρώτου ατόµου AF1 παρα-
τίθεται και το διάνυσµα που προκύπτει µε one-hot κωδικοποίηση και χρησιµοποιείται σε διάφορες
εφαρµογές υπολογιστικής ανάλυσης γράφων.

3.1.3 Στοιχεία Γραµµικής ΄Αλγεβρας στους Γράφους (Graph Theory and Linear
Algebra)

Ο ϐαθµός (degree) di κόµβου vi ορίζεται ως ο συνολικός αριθµός κόµβων µε τους οποίους
ο vi γειτνιάζει. Με άλλα λόγια, ο ϐαθµός του κόµβου vi ισούται µε τον αριθµό των προ-
σπιπτουσών ακµών στον κόµβο αυτό. [33] Επιπλέον, ορίζεται ο πίνακας ϐαθµών D ως ο
διαγώνιος πίνακας των ϐαθµών κάθε κόµβου.

Αν ο πίνακας γειτνίασης ενός γράφου G = (V, E) είναι ο A ∈ Rnxn, όπου n ο αριθµός των
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κόµβων, τότε για τα διαγώνια στοιχεία του πίνακα ϐαθµών D ∈ Rnxn ισχύει :

Dii =
∑
j

Aij . (3.4)

Ο Λαπλασιανός πίνακας (Laplacian matrix) γράφου G = (V, E), ο οποίος συµβολίζεται ως
L(G), είναι ο πίνακας n × n που ορίζεται ως εξής :

Lij =


−1, εάν ο κόµβος vi είναι γειτονικός του κόµβου vj,
0, εάν ο κόµβος vi δεν είναι γειτονικός του κόµβου vj,
di , εάν i = j.

(3.5)

Για τον υπολογισµό Λαπλασιανού πίνακα µη κατευθυνόµενου γράφου G ισχύει η παρα-
κάτω εξίσωση:

L = D − A . (3.6)

Επίσης, αν Β ∈ Rm×n ο πίνακας πρόσπτωσης του γράφου G, τότε ισχύει :

L = BBT . (3.7)

Ο κανονικοποιηµένος Λαπλασιανός πίνακας (Normalized Laplacian Matrix) L̂ ορίζεται ως
εξής :

L̂ij =


1, εάν i = j και di , 0,
− 1
√
didj
, εάν i , j και ο κόµβος vi είναι γειτονικός του κόµβου vj,

0, αλλιώς.
(3.8)

Για τον υπολογισµό του L̂ ισχύει :

L̂ = I − D−
1
2AD−

1
2 . (3.9)

3.1.4 ΄Αλλες ∆ιακρίσεις των Γράφων (Various Graph Types)

Μερικές κατηγορίες γράφων που δεν έχουν αποσαφηνιστεί µέχρι στιγµής είναι οι εξής
[33]:

• Τυπικός γράφος (Regular graph)
Γράφος, του οποίου κάθε κόµβος έχει τον ίδιο αριθµό γειτονικών κόµβων, δηλαδή
τον ίδιο ϐαθµό.

• Πλήρης γράφος (Complete graph)
Γράφος, του οποίου κάθε Ϲευγάρι κόµβων συνδέεται µε µια ακµή.

• ∆ιµερής γράφος (Bipartite graph)
Γράφος, του οποίου το σύνολο των κόµβων V µπορεί να διαιρεθεί σε δύο υποσύνολα
W και X , για τα οποία ισχύει : V = W ∪ X και W ∩ X = ∅ και κάθε ακµή συνδέει
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έναν κόµβο του W µε έναν κόµβο του X . Αν κάθε κόµβος του W γειτνίαζει µε κάθε
κόµβο του X τότε ο γράφος ονοµάζεται Πλήρης ∆ιµερής.

• Γραµµικός γράφος (Path graph)
Γράφος τάξης n ≥ 2, του οποίου οι κόµβοι µπορούν να διαταχθούν σε µια σειρά
v1, v2, ..., vn, σύµφωνα µε την οποία οι ακµές είναι τα διατεταγµένα Ϲεύγη {vi , vi+1},
όπου i = 1,2, ..., n − 1.

• Κυκλικός γράφος (Cycle graph)
Γράφος τάξης n ≥ 3, του οποίου οι κόµβοι µπορούν να διαταχθούν σε µια σειρά
v1, v2, ..., vn, σύµφωνα µε την οποία οι ακµές είναι τα διατεταγµένα Ϲεύγη {vi , vi+1},
όπου i = 1,2, ..., n − 1 µαζί µε την ακµή {vn, v1}.

3.2 Από τα Μοριακά Αποτυπώµατα στα Συνελικτικά ∆ίκτυα σε Γράφους
(From Molecular Fingerprints to Graph Convolutions)

3.2.1 Μοριακά Αποτυπώµατα (Molecular Fingerprints)

Τα µοριακά αποτυπώµατα είναι µια µορφή κωδικοποίησης της δοµής ενός χηµικού µο-
ϱίου σε διανύσµατα δυαδικών ψηφίων (bits) µε σκοπό την επίτευξη διαφόρων µορφών
υπολογιστικής ανάλυσης. Αρχικά, ϐρήκαν ευρεία εφαρµογή στην αναζήτηση µέσω ορ-
γάνωσης σε ϐάση δεδοµένων υπό-οµάδων των χηµικών µορίων, όπως για παράδειγµα
συγκεκριµένων αρωµατικών δακτυλίων ή συνδυασµών αυτών. Πιο πρόσφατα, τα µοριακά
αποτυπώµατα χρησιµοποιήθηκαν σε εφαρµογές ταξινόµησης και συσταδοποίησης χηµι-
κών µορίων, καθώς και εύρεση οµοιοτήτων µεταξύ τους. Κατά κανόνα, προκύπτουν µέσα
από την απαρίθµηση όλων των δυνατών τεµαχίων (fragments) του µορίου και κατόπιν,
τη µετατροπή τους σε αριθµητικές τιµές µέσω µιας συνάρτησης κατατεµαχισµού (hash
function). Οι αριθµητικές αυτές τιµές υποδεικνύουν τη ϑέση των bits στο κατατεµαχι-
σµένο αποτύπωµα. Από την εφαρµογή της διαδικασίας κατατεµαχισµού παράγεται ένα
καθορισµένου µήκους διάνυσµα bits από ένα χηµικό µόριο αυθαίρετου µεγέθους και
έτσι προκύπτουν ¨συγκρούσεις bits¨, όπου διαφορετικά τεµάχια του µορίου µετατρέπο-
νται στην ίδια αριθµητική τιµή (και άρα τοποθετούνται στην ίδια ϑέση bit). Εποµένως, δεν
υπάρχει καµία απευθείας συσχέτιση µεταξύ των τεµαχίων και των bits του αποτυπώµα-
τος. [34]

Τα µοριακά αποτυπώµατα κατηγοριοποιούνται σε αποτυπώµατα µονοπατιού (path-based
fingerprints) και σε κυκλικά αποτυπώµατα (circular fingerprints).

Τα αποτυπώµατα µονοπατιού παράγονται ακολουθώντας µια, συνήθως, γραµµική δια-
δροµή κατά µήκος του µορίου έως έναν προκαθορισµένο αριθµό δεσµών. Τα ευρύτερα
χρησιµοποιούµενα αποτυπώµατα µονοπατιού είναι τα Daylight αποτυπώµατα.
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Σχήµα 3.4: Παράδειγµα αποτυπώµατος µονοπατιού όπου παράγεται το διάνυσµα bits που αφορά
το άτοµο Ν του µορίου έως τον 3ο δεσµό µακριά από αυτό. Παρατηρούνται ¨συγκρούσεις¨ bits
µεταξύ διαφορετικών τεµαχίων.

[35]

Τα κυκλικά αποτυπώµατα παράγονται λαµβάνοντας υπόψιν τη ¨κυκλική¨ γειτονιά κάθε
ατόµου έως µια συγκεκριµένη ¨διάµετρο¨ ή ¨ακτίνα¨ γειτνίασης. Σηµαντικά κυκλικά
αποτυπώµατα, τα οποία χρησιµοποιούνται και για τους σκοπούς της παρούσας εργα-
σίας, είναι τα αποτυπώµατα ευρείας συνεκτικότητας (Extended-connectivity fingerprints
- ECFPs) [36]. ΄Ενα απλοποιηµένο παράδειγµα κατασκευής ενός κυκλικού αποτυπώµατος
ϕαίνεται στην παρακάτω εικόνα:
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Σχήµα 3.5: Στο παράδειγµα αυτό παράγεται το τµήµα του κυκλικού αποτυπώµατος του µορίου
της εικόνας που αφορά το άτοµο Ν επιλέγοντας την ¨ακτίνα¨ γειτνίασης ίση µε 3. [35]

Τα αποτυπώµατα ευρείας συνεκτικότητας (εφεξής ECFPs) αποτελούν µια µεθοδολογία
κυκλικών αποτυπωµάτων ειδικά ανεπτυγµένη για το σκοπό της αποτύπωσης χαρακτηρι-
στικών των χηµικών µορίων. Βρίσκουν εφαρµογή τόσο σε γενικές µεθόδους υπολογιστικής
ανάλυσης, όπως εύρεση οµοιοτήτων, συσταδοποίηση και ταξινόµηση των µορίων, όσο και
σε ειδικότερες εφαρµογές, όπως η πρόβλεψη της δράσης ϕαρµακευτικών ουσιών.

Στάδια παραγωγής ECFPs [36]

1. Αρχική εκχώρηση ταυτοποιητών ατόµων
΄Ενας ακέραιος αριθµός εκχωρείται σε κάθε άτοµο του υπό διερεύνηση µορίου, ο
οποίος έχει τον ϱόλο του ταυτοποιητή (atom identifier). Ο ταυτοποιητής αποθηκεύει
τοπικές πληροφορίες του προς ταυτοποίηση ατόµου, οι οποίες έχουν να κάνουν µε
ιδιότητες του (π.χ. ατοµικός αριθµός, αριθµός άµεσων γειτόνων κ.λπ.) και µετα-
τρέπονται σε έναν ακέραιο µέσω µιας συνάρτησης κατατεµαχισµού.

2. Επαναληπτική ενηµέρωση των ταυτοποιητών
Κάθε άτοµο αποθηκεύει σε µία λίστα τόσο τον τρέχοντα ταυτοποιητή του όσο και
τους αντίστοιχους των γειτόνων του. Κατόπιν, η λίστα αυτή µετατρέπεται εκ νέου
σε µοναδικό ακέραιο ταυτοποιητή µέσω µιας συνάρτησης κατατεµαχισµού. Σε κάθε
επανάληψη αυξάνεται κατά µία µονάδα η ακτίνα της κυκλικής γειτονιάς από την ο-
ποία λαµβάνει πληροφορίες το κάθε άτοµο του µορίου. Ο καθορισµός των κυκλικών
γειτονιών γύρω από τυχαίο άτοµο ενός παραδείγµατος χηµικού µορίου ϕαίνεται στην
παρακάτω εικόνα:
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Σχήµα 3.6: Κυκλικές γειτονιές που λαµβάνονται υπόψιν στην επαναληπτική διαδικασία του ϐήµα-
τος 2 για το µόριο της εικόνας. [35]

3. Αφαίρεση διπλότυπων
Το τελευταίο ϐήµα παραγωγής των ECFPs περιλαµβάνει την αφαίρεση πολλαπλών
κοινών ακέραιων ταυτοποιητών (που έχουν προκύψει µετά την εφαρµογή της συνάρ-
τησης κατατεµαχισµού).

Η αναπαράσταση των ECFPS µπορεί να γίνει είτε µέσω της λίστας ακέραιων ταυτοποι-
ητών, όπως έχει ήδη περιγραφεί, είτε µέσω ενός προκαθορισµένου µήκους διανύσµατος
bits (κλασσικός τρόπος αναπαράστασης αποτυπωµάτων). Η ¨αναδίπλωση¨ ("folding") των
ακέραιων ταυτοποιητών σε διανύσµατα bits επιτυγχάνεται µέσω της εκ νέου εφαρµογής
µιας συνάρτησης κατατεµαχισµού στους ακέραιους ταυτοποιητές. Η µετατροπή αυτή
µειώνει αρκετά τον απαιτούµενο αποθηκευτικό χώρο, αυξάνοντας, όµως, την πιθανότητα
¨συγκρούσεων bits¨. Με αυτόν τον τρόπο, ένα µέρος της πληροφορίας χάνεται και η τελική
αναπαράσταση του αποτυπώµατος στερείται ποιότητας και ερµηνευσιµότητας σε σχέση µε
την αρχική αναπαράσταση των ακέραιων ταυτοποιητών.

3.2.2 Αποτυπώµατα Duvenaud (Duvenaud Fingerprints)

Οι Duvenaud et al. το 2015 [37] εισήγαγαν ένα συνελικτικό νευρωνικό δίκτυο, το οποίο
δέχεται ως είσοδο χηµικούς γράφους αυθαίρετου µεγέθους και σχήµατος. Η αρχιτεκτονι-
κή που χρησιµοποίησαν γενικεύει µεθόδους εξαγωγής χαρακτηριστικών µορίων που ϐα-
σίζονται στα κυκλικά αποτυπώµατα και πιο συγκεκριµένα, στα ECFPs. Η σηµαντικότερη
τροποποίηση της αρχικής διαδικασίας παραραγωγής των ECFPs είναι η αντικατάσταση
της συνάρτησης κατατεµαχισµού από ένα διαφορίσιµο νευρωνικό δίκτυο. Σκοπός του
µοντέλου είναι η παραγωγή ενός νέου αποτυπώµατος υπό τη µορφή διανύσµατος πραγ-
µατικών αριθµών (και όχι bits όπως στα ECFPs), το οποίο στη συνέχεια ϑα εισαχθεί σε ένα
MLP για εφαρµογές ταξινόµησης ή παλινδρόµησης.

Πιο συγκεκριµένα, το µοντέλο δέχεται ως είσοδο το µόριο υπό µορφή γράφου, του οποίου
οι κόµβοι (δηλαδή τα άτοµα του µορίου) χαρακτηρίζονται από ένα διάνυσµα χαρακτηριστι-
κών rarara (feature vector). Ακόµη, εισόδους στο µοντέλο αποτελούν η ακτίνα R, η οποία είναι
ανάλογη της ακτίνας των κυκλικων αποτυπωµάτων, τα αρχικά τυχαία κρυφά ϐάρηHHHN

L και
τα αρχικά τυχαία ϐάρη εξόδουWWW L , όπου L δηλώνει την απόσταση από τον κόµβο αναφο-
ϱάς και N τον αριθµό των γειτόνων του κόµβου αναφοράς. Στην συνέχεια, κατ΄ αντιστοιχία
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µε τα ECFPs, για αυξανόµενη απόσταση L (µε µέγιστη τιµή την ακτίνα R), εφαρµόζεται
αντί για συνάρτηση κατατεµαχισµού νευρωνικό δίκτυο ενός στρώµατος µε είσοδο το άθροι-
σµα των διανυσµάτων χαρακτηριστικών των κόµβων της γειτονιάς του κόµβου αναφοράς
(η οποία ορίζεται από την απόσταση L). Η έξοδος του νευρωνικού δικτύου ανανεώνει το
διάνυσµα χαρακτηριστικών του ίδιου του κόµβου αναφοράς. Επιτελείται, λοιπόν, µια δια-
δικασία ¨ανταλλαγής µηνυµάτων¨ µεταξύ του κόµβου αναφοράς και των γειτόνων του. Στη
συνέχεια, εφαρµόζεται ένα ακόµη νευρωνικό δίκτυο µε συνάρτηση ενεργοποίησης Soft-
max αυτή τη ϕορά στο ανανεωµένο διάνυσµα χαρακτηριστικών του κόµβου αναφοράς. Η
έξοδος του νευρωνικού αυτού δικτύου προστίθεται στο διάνυσµα που εκφράζει το απο-
τύπωµα. Η παραπάνω διαδικασία επαναλαµβάνεται για κάθε δεδοµένη απόσταση L και
για όλα τα άτοµα του υπό εξέταση µορίου, δηλαδή για όλους του κόµβους του υπό εξέταση
γράφου. Αλγοριθµικά, η διαδικασία που ακολουθείται ϕαίνεται παρακάτω:

Αλγόριθµος κατασκευής αποτυπώµατος Duvenaud

Είσοδος: G = (A, B): Χηµικός γράφος, όπου A το σύνολο κόµβων ή ατόµων και B το
σύνολο των ακµών ή δεσµών
Είσοδος: R: Ακτίνα του αποτυπώµατος
Είσοδος: HHHN

L : Αρχικά τυχαία κρυφά ϐάρη
Είσοδος: WWW L : Αρχικά τυχαία ϐάρη εξόδου
Απαίτησε: fff ← 000: Αρχική τιµή διανύσµατος αποτυπώµατος
Για κάθε άτοµο a ∈ A στον χηµικό γράφο κάνε:

rarara ← g(a), όπου g συνάρτηση χαρακτηρισµού του ατόµου a
Για L ∈ {1...R} κάνε:

Για κάθε άτοµο a ∈ A στον χηµικό γράφο κάνε:
vvv ← rarara +

∑N
i=1 ririri, όπου ri τα γειτονικά άτοµα του a

rarara ← σ(vHN
LvHN
LvHN
L ), όπου σ συνάρτηση ενεργοποίησης

iii ← softmax(raWLraWLraWL)
fff ← fff + iii

Επίστρεψε: fff

Τέλος, τα υπολογισµένα µοριακά αποτυπώµατα για τα διάφορα µόρια ενός συνόλου δε-
δοµένων εισάγονται σε νευρωνικό δίκτυο ενός κρυφού στρώµατος µε σκοπό την εξαγωγή
προβλέψεων για µια συγκεκριµένη χηµική ιδιότητα (πρόβληµα παλινδρόµησης ή ταξι-
νόµησης).

Τόσο τα αποτυπώµατα Duvenaud, όσο και τα µοριακά αποτυπώµατα αποτελούν συνε-
λικτικές διαδικασίες, από την άποψη ότι εφαρµόζουν την ίδια διεργασία τοπικά παντού
και στην συνέχεια, συσσωρεύουν πληροφορίες µέσω ενός ϐήµατος υποδειγµατοληψίας.
Στην περίπτωση των αποτυπωµάτων Duvenaud η συνελικτική διεργασία αντιστοιχεί στην
εφαρµογή ενός νευρωνικού δικτύου στα αθροισµένα χαρακτηριστικά µιας γειτονιάς µο-
ϱίων. Οι έξοδοι του νευρωνικού δικτύου είναι παρόµοιες όταν η τοπική µοριακή δοµή δεν
διαφέρει σηµαντικά, γεγονός που επιφέρει πλεονέκτηµα έναντι των ECFPs στην ικανότητα
εντοπισµού ενός σηµαντικού τοπικού χαρακτηριστικού (υπενθυµίζεται ότι η αντίστοιχη συ-
νάρτηση κατατεµαχισµού στα ECFPs παράγει διαφορετικό ταυτοποιητή για οποιαδήποτε
διαφορά στην τοπική µοριακή δοµή). Επιπλέον, η εφαρµογή του νευρωνικού δικτύου µε
την ενεργοποίηση Softmax στο ανανεωµένο, πλέον, διάνυσµα χαρακτηριστικών έχει τον
ϱόλο του ϐήµατος υποδειγµατοληψίας, αφού το διάνυσµα αποκτά καθορισµένο µήκος και
µπορεί να προστεθεί στο διάνυσµα του αποτυπώµατος. Η συνολική διαδικασία, λοιπόν, α-
ποτελεί µια πρώιµη µορφή συνελικτικού νευρωνικού δικτύου σε γράφους, αφού λαµβάνει
ως είσοδο γράφους, περιλαµβάνει παραµέτρους (HHHN

L , WWW L ), οι οποίες εκπαιδεύονται µέσω
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back-propagation και χρήση των γνωστών αλγορίθµων ϐελτιστοποίησης (π.χ. Adam) και
οργανώνεται σε στρώµατα, τα οποία καθορίζονται από το µήκος της ακτίνας R (δηλαδή 3
στρώµατα για R = 3, 4 στρώµατα για R = 4 κ.ο.κ.).

Συµπερασµατικά, τα µοριακά αποτυπώµατα του Duvenaud δείχνουν τον ϱόλο που δια-
δραµάτισε η χηµειοπληροφορική µε τα κυκλικά µοριακά αποτυπώµατα, καθώς και η
¨φυσική¨ αναπαράσταση του χηµικού µορίου ως µαθηµατικός γράφος στην εξέλιξη των
νευρωνικών δικτύων γράφων. Οι ϐασικοί πυλώνες των νευρωνικών δικτύων γράφων, κα-
ϑώς και η ιδέα πίσω από την διαδικασία ¨ανταλλαγής µηνυµάτων¨ µεταξύ των κόµβων ϑα
παρουσιαστούν εκτενέστερα στο επόµενο υποκεφάλαιο.

3.3 Νευρωνική Ανταλλαγή Μηνυµάτων και Νευρωνικά ∆ίκτυα Γράφων
(Neural Message Passing and Graph Neural Networks)

΄Οπως έχει περιγραφεί στο υποκεφάλαιο 3.1, ο γράφος αποτελεί έναν ϕυσικά πολυδύνα-
µο τρόπο µοντελοποίησης δοµών που έχουν τη µορφή δικτύου αντικειµένων. Η εξαγωγή
µοτίβων από τέτοιες δοµές µε στόχο την πρόβλεψη ιδιοτήτων τους οδήγησε στην δηµιουρ-
γία ενός νέου είδους νευρωνικών δικτύων, τα νευρωνικά δίκτυα γράφων (graph neural
networks - GNNs). Οι προβλέψεις των GNNs µπορούν να γίνουν σε επίπεδο κόµβων (τα-
ξινόµηση/παλινδρόµηση κόµβων - node classification/regression), σε επίπεδο γράφων
(ταξινόµηση/παλινδρόµηση γράφων - graph classification/regression) ή και σε επίπεδο
ακµών (πρόβλεψη συνδέσεων - link prediction) [38]. Στην συντριπτική πλειοψηφία τους,
τα µοντέρνα GNNs ακολουθούν σε επίπεδο κόµβου µια στρατηγική συσσώρευσης πλη-
ϱοφοριών από τη γειτονιά. Πιο συγκεκριµένα, ο κάθε κόµβος του γράφου ανανεώνει την
αναπαράστασή του συνδυάζοντας πληροφορίες από την αρχική του αναπαράσταση και
από τις αναπαραστάσεις των γειτονικών του κόµβων, επιτελώντας, δηλαδή µια διαδικα-
σία ανταλλαγής µηνυµάτων µε τους γείτονές του. Με αυτόν τον τρόπο, ο κάθε κόµβος
¨µαθαίνει¨ από το περιβάλλον του συλλέγοντας δοµικές πληροφορίες του γράφου.

΄Οπως ϕάνηκε στα αποτυπώµατα Duvenaud, τα νευρωνικά δίκτυα γράφων στηρίζονται
στην ιδέα της συνέλιξης, όπως εκφράστηκε στα συνελικτικά νευρωνικά δίκτυα. Τα συνε-
λικτικά δίκτυα, όµως, ϐρίσκουν εφαρµογές σε δεδοµένα που εκφράζονται στον ευκλείδιο
χώρο, όπως εικόνες (δισδιάστατα πλέγµατα) και κείµενο (µονοδιάστατη ακολουθία). Υ-
πάρχει, όµως, µια πληθώρα δεδοµένων που δεν µπορεί να αναπαρασταθεί σε ένα πλέγµα
συγκεκριµένων διαστάσεων στον χώρο. Τα παραδείγµατα είναι αναρίθµητα και µπορεί να
αποτελούν ένα κοινωνικό δίκτυο, ένα δίκτυο τραπεζικών λογαριασµών, έναν χάρτη πλο-
ήγησης ή µια λίστα ϕαρµακευτικών ουσιών µαζί µε τις γνωστές ϑεραπευτικές λειτουργίες
που επιτελούν. ΄Ολες αυτές οι κυριολεκτικά άπειρες, λόγω της περίπλοκης ανθρώπινης
ϕύσης, δοµές δεδοµένων µπορούν να προτυποποιηθούν ως γράφοι. Η γενίκευση της
συνέλιξης, λοιπόν, σε µη-ευκλείδειες δοµές και η εφαρµογή σε αυτούς τεχνικών ϐαθιάς
µάθησης έχει συγκεντρώσει τεράστιο ερευνητικό ενδιαφέρον. [39] Μία οπτική σύγκριση
της συνέλιξης στις εικόνες µε την συνέλιξη στους γράφους µπορεί να επιτευχθεί εάν η
εικόνα ϑεωρηθεί ως µια ειδική κατηγορία γράφου, όπου τα εικονοστοιχεία (κόµβοι) συν-
δέονται µέσω ακµών µε γειτονικά εικονοστοιχεία :
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Σχήµα 3.7: (α) ∆ισδιάστατη συνέλιξη σε εικόνα που έχει παρασταθεί σε µορφή γράφου µε κάθε
κόµβο να αντιπροσωπεύει ένα εικονοστοιχείο. Στην συγκεκριµένη περίπτωση η 3 × 3 συνέλιξη
συµβαίνει µε κεντρικό κόµβο αναφοράς τον χρωµατισµένο µε πορτοκαλί. Η γειτονιά ενός κόµβου
είναι κάθε ϕορά προκαθορισµένου µεγέθους. (ϐ) Μη-ευκλείδεια συνέλιξη σε γράφο. Η συνέλιξη
αποσκοπεί στην ανανέωση πληροφοριών του χρωµατισµένου πορτοκαλί κόµβου συναθροίζοντας
πληροφορίες από την αρχική του αναπαράσταση και τις αναπαραστάσεις των γειτόνων του. Η
γειτονία ενός κόµβου σε αυτήν την περίπτωση δεν έχει προκαθορισµένο µέγεθος και σχήµα.

Οι Gilmer et al το 2017 κατόρθωσαν να αναδιατυπώσουν τα µέχρι τότε µοντέλα νευρωνικών
δικτύων που δέχονταν ως είσοδο γράφους προτείνοντας το γενικό πλαίσιο των νευρωνικών
δικτύων ανταλλαγής µηνυµάτων (message passing neural networks - MPNNs) [40]. Τα
MPNNs, όπως και τα προγενέστερα αποτυπώµατα Duvenaud, αναπτύχθηκαν για τους
σκοπούς της πρόβλεψης χηµικών µοριακών ιδιοτήτων, εκτελώντας µε αυτόν τον τρόπο
προβλέψεις σε επίπεδο γράφου. Το γενικό πλαίσιο των MPNNs ϐρίσκει εφαρµογή ακόµα
και σε state-of-the-art µοντέλα που αφορούν ταξινόµηση ή παλινδρόµηση γράφων. Για
την µαθηµατική περιγραφή των MPNNs, αρχικά, ορίζονται ο γράφος G(V, E) και τα δια-
νύσµατα xvxvxv και evwevwevw, τα οποία αποτελούν τα διανύσµατα χαρακτηριστικών (feature vectors)
του κόµβου v και της ακµής που συνδέει τους κόµβους v και w αντίστοιχα. Η διαδικασία
της εµπρόσθιας διάδοσης (forward propagation) περιλαµβάνει δύο στάδια, το στάδιο της
ανταλλαγής µηνυµάτων (message passing phase) και το στάδιο της ανάγνωσης (readout
phase). Το στάδιο ανταλλαγής µηνυµάτων τρέχει για T χρονικά ϐήµατα και περιλαµβάνει
την εφαρµογή µιας συνάρτησης µηνύµατος (message function), Mt και µιας συνάρτησης
ανανέωσης κόµβου, Ut. Οι κρυφές αναπαραστάσεις των κόµβων (hidden nodes represen-
tations), h tvh

t
vh
t
v ανανεώνονται µε ϐάση τα µηνύµατα m t+1

vm
t+1
vm
t+1
v ως εξής :

m t+1
vm
t+1
vm
t+1
v =

∑
w∈N(v)

Mt(h tvh
t
vh
t
v,h

t
wh
t
wh
t
w, evwevwevw) , (3.10)

h t+1
vh
t+1
vh
t+1
v = Ut(h tvh

t
vh
t
v,m

t+1
vm
t+1
vm
t+1
v ) , (3.11)

όπου N(v) είναι το σύνολο των γειτονικών κόµβων του κόµβου v. Παραδείγµατα συ-
ναρτήσεων µηνύµατος µπορεί να είναι ο µέσος όρος (average) ή το µέγιστο (maximum),
ενώ παράδειγµα συνάρτησης ανανέωσης κόµβου µπορεί να είναι ένα νευρωνικό δίκτυο
εµπρόσθιας τροφοδότησης ενός στρώµατος.
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Το στάδιο της ανάγνωσης περιλαµβάνει µια συνάρτηση που δεν εξαρτάται από µετάθεση
του συνόλου των κόµβων, η οποία συνδυάζει τις τελικά υπολογισµένες κρυφές αναπαρα-
στάσεις όλων των κόµβων του γράφου, hTvh

T
vh
T
v , µε σκοπό την παραγωγή ενός διανύσµατος που

χαρακτηρίζει ολόκληρο τον γράφο:

ŷ̂ŷy = R({hTvh
T
vh
T
v |v ∈ V }) . (3.12)

Σηµειώνεται ότι εάν σκοπός του µοντέλου είναι η πρόβλεψη σε επίπεδο κόµβου, τότε το
στάδιο της ανάγνωσης παραλείπεται.

΄Ολες οι παραπάνω συναρτήσεις (Mt , Ut.R) είναι διαφορίσιµες και άρα, µπορούν να χρη-
σιµοποιηθούν για την εκπαίδευση ενός παραµετρικού νευρωνικού δικτύου µέσω back-
propagation και αλγορίθµων ϐελτιστοποίησης (π.χ. Gradient Descent). Μια σχηµατική
αναπαράσταση της εφαρµογής MPNN που έχει ως είσοδο έναν απλό µη-κατευθυνόµενο
γράφο είναι η ακόλουθη:

Σχήµα 3.8: Στρώµα νευρωνικού δικτύου ανταλλαγής µηνυµάτων µε είσοδο απλό µη-
κατευθυνόµενο γράφο. Ο κόµβος Α ανανεώνεται µε ϐάση τα µηνύµατα των γειτόνων (B, C) και την
πρότερή του αναπαράσταση. Τα χαρακτηριστικά των ακµών έχουν αγνοηθεί για λόγους οικονοµίας
χώρου του σχήµατος.

3.4 Μοντέλα Νευρωνικών ∆ικτύων Γράφων (Graph Neural Networks
Models)

3.4.1 Συνελικτικό ∆ίκτυο Γράφων (Graph Convolutional Network)

Το συνελικτικό δίκτυο γράφων ή GCN είναι από τα ευρύτερα χρησιµοποιούµενα νευρωνι-
κά δίκτυα γράφων και προτάθηκε από τους Kipf και Welling το 2017 [41]. Σύµφωνα µε το
γενικό πλαίσιο των MPNNs, εφαρµόζεται η συνάρτηση µηνύµατος µέσω πολλαπλασιασµο-
ύ πινάκων (η πλήρης διαδικασία ϑα αναλυθεί στη συνέχεια) και η συνάρτηση ανανέωσης
κόµβου µέσω ενός MLP ενός στρώµατος. Σηµειώνεται ότι όσο περισσότερα στρώµατα GCN
χρησιµοποιούνται, τόσο πιο µακριά µπορεί να ταξιδέψει η πληροφορία ενός κόµβου. Για
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παράδειγµα, για ένα GCN ενός στρώµατος ένας κόµβος ανανεώνεται µε ϐάση την πληρο-
ϕορία των άµεσα γειτονικών του κόµβων. Για δύο στρώµατα GCN, όµως, ϑα ανανεωθεί
µεν λαµβάνοντας πληροφορίες από τους άµεσα γειτονικούς του κόµβους, αλλά αυτοί στο
προηγούµενο στρώµα ϑα έχουν, επίσης, λάβει πληροφορίες από τους γείτονές τους. ΄Ετσι,
για δύο στρώµατα κάθε κόµβος ανταλλάσσει µηνύµατα µε τους γείτονες των γειτόνων του
ή µε την 2-hop γειτονιά του, για τρία στρώµατα µε την 3-hop γειτονιά του κ.ο.κ..

Για την µαθηµατική προτυποποίηση του GCN, γίνεται χρήση του πίνακα γειτνίασης του
γράφου (AAA ∈ RN×N) και του πίνακα ϐαθµών του γράφου (DDD ∈ RN×N) (όπου N ο αριθµός
των κόµβων του γράφου) που ορίστηκαν στο υποκεφάλαιο 3.1. Ο κανόνας ανανέωσης
του πίνακα κρυφών αναπαραστάσεων του γράφου, HHH ∈ RN×D, του οποίου οι γραµµές
αντιστοιχούν στα διανύσµατα κρυφών αναπαραστάσεων µήκους D των κόµβων είναι ο
ακόλουθος :

HHH (l+1) = σ
(
D̃̃D̃D−

1
2 Ã̃ÃAD̃̃D̃D−

1
2HHH lWWW l

)
, (3.13)

όπου l δηλώνει το αντίστοιχο στρώµα του GCN, Ã̃ÃA = AAA + INININ , ο τροποποιηµένος πίνακας
γειτνίασης, ο οποίος προκύπτει εάν σε κάθε κόµβο ϑεωρηθεί ότι υπάρχει µια ακµή που
τον συνδέει µε τον εαυτό του (ϐρόχος - self-connection), D̃̃D̃D, ο τροποποιηµένος πίνακας
ϐαθµών που προκύπτει κατ΄ αντιστοιχία µε τον πίνακα ϐαθµών (DDD) ως εξής : D̃̃D̃Dii =

∑
j Ã̃ÃAij, σ

µια συνάρτηση ενεργοποίησης, όπως π.χ. η relu.

Η εξίσωση 3.13 προκύπτει ϑεωρητικά µέσα από την εφαρµογή της διαδικασίας της συνέλι-
ξης στην µη-ευκλείδεια δοµή ενός γράφου. Η απόδειξη ϑα δειχθεί στη συνέχεια. Αρχικά,
όµως, ϑα παρουσιαστεί το ϕυσικό νόηµα της παραπάνω εξίσωσης µέσω αριθµητικών παρα-
δειγµάτων που περιλαµβάνουν πολλαπλασιασµό πινάκων. ΄Εστω ο γράφος του παρακάτω
σχήµατος :

Σχήµα 3.9: Απλός µη-κατευθυνόµενος γράφος. Τα χαρακτηριστικά των κόµβων είναι ϐαθµωτά
µεγέθη.
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Οι πίνακες γειτνίασης και ϐαθµών του παραπάνω γράφου ϑα ισούνται αντίστοιχα µε :

AAA =


0 1 0 0 0
1 0 1 0 0
0 1 0 1 1
0 0 1 0 1
0 0 1 1 0



DDD =


1 0 0 0 0
0 2 0 0 0
0 0 3 0 0
0 0 0 2 0
0 0 0 0 2


΄Εστω ότι, προς χάριν ευκολίας, το χαρακτηριστικό κάθε κόµβου δεν δίνεται από διάνυ-
σµα αλλά από ϐαθµωτό µέγεθος, δηλαδή D = 1. Επίσης, έστω ότι το διάνυσµα (πλέον)
χαρακτηριστικών των κόµβων του γράφου παίρνει τις εξής τιµές :

XXX =


1
2
3
4
5


Η πράξη πολλαπλασιασµού του πίνακα γειτνίασης AAA µε το διάνυσµα χαρακτηριστικών X
δίνει το εξής αποτέλεσµα:

AAAXXX =


2
4
11
8
7


δηλαδή, ο παραπάνω πολλαπλασιασµός έχει ως αποτέλεσµα το άθροισµα χαρακτηριστικών
των γειτονικών κόµβων του επιµέρους κόµβου αναφοράς. Εποµένως, ο πολλαπλασιασµός
πίνακα γειτνίασης µε πίνακα χαρακτηριστικών επιφέρει τη συνάρτηση µηνύµατος αθρο-
ίσµατος µε ϐάση όσα αναφέρθηκαν στο υποκεφάλαιο 3.3. Κατ΄ αντίστοιχο τρόπο, για
συνάρτηση µηνύµατος µέσου όρου ϑα πρέπει τα επιµέρους αθροίσµατα να αναχθούν ως
προς το µέγεθος της επιµέρους γειτονιάς, κάτι που µπορεί να επιτευχθεί µε χρήση του
πίνακα ϐαθµών D ως εξής :

DDD−1AAAXXX =


2
2

3.63
4

3.5


Μέσω της τροποποίησης του πίνακα γειτνίασης και του πίνακα ϐαθµών µε την προσθήκη
self connections, η συνάρτηση ανανέωσης κόµβου σύµφωνα µε τα περιεχόµενα του υ-
ποκεφαλαίου 3.3 ενσωµατώνεται στην συνάρτηση µηνύµατος, αφού πράγµατι, η εξίσωση
3.13 υπολογίζει µια νέα κρυφή αναπαράσταση κόµβου. Η προσθήκη των self connections
έχει και άλλη µια χρησιµότητα που αφορά την ϐελτιστοποίηση του νευρωνικού δικτύου
και ϑα αναφερθεί παρακάτω στην απόδειξη της συνελικτικής διαδικασίας σε γράφους.
΄Εστω ο πίνακας Â̂ÂA = D̃̃D̃D−

1
2 Ã̃ÃAD̃̃D̃D−

1
2 (πρώτοι 3 όροι πολλαπλασιασµού στην εξίσωση 3.13). Μια

άλλη µαθηµατική απεικόνιση για τον υπολογισµό των στοιχείων του πίνακα Â̂ÂA είναι :
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Â̂ÂAij =
1√
d̃id̃j

Ã̃ÃAij , (3.14)

όπου γίνεται αναγωγή του πίνακα γειτνίασης µε ϐάση το µέγεθος της γειτονιάς τόσο του
κόµβου-πηγής του µηνύµατος όσο και του κόµβου-προορισµού του µηνύµατος. Παρατη-
ϱείται, λοιπόν, ότι ο κανόνας ανανέωσης του πίνακα κρυφών αναπαραστάσεων των κόµβων
µε ϐάση το µοντέλο GCN έχει, διαισθητικά, ϕυσική σηµασία και συµβαδίζει µε το γενικό
πλαίσιο των MPNNs. Το ϑεωρητικό υπόβαθρο του συνελικτικού στρώµατος στους γράφους
παρουσιάζεται συνοπτικά παρακάτω:

Θεωρητικό Υπόβαθρο GCN

΄Εστω ένας µη-κατευθυνόµενος γράφος G(V, E) µε πίνακα γειτνίασης A ∈ RN×N. ΄Εστω,
επίσης, ένα σήµα γράφου x : V → R. Το σήµα γράφου αντιστοιχεί κάθε κόµβο του
γράφου (σύνολο V ) σε ένα πραγµατικό αριθµό και µπορεί να εκφραστεί ως διάνυσµα του
RN , όπου xi η τιµή του xxx στον ι-οστό κόµβο. Ως παράδειγµα δίνεται το κοινωνικό δίκτυο
Twitter, όπου οι χρήστες αποτελούν τους κόµβους, οι σχέσεις µεταξύ των χρηστών τις ακ-
µές και οι δηµοσιεύσεις που περιέχουν το hashtag #covid19 τις τελευταίες 6 εβδοµάδες
ένα τυχαίο σήµα. Ακόµη, ορίζεται ο κανονικοποιηµένος λαπλασιανός πίνακας L̂̂L̂L (ϐλ.
υποκεφάλαιο 3.1), ο οποίος ως ένας πραγµατικός συµµετρικός ϑετικά ηµιορισµένος πίνα-
κας, περιέχει ένα σύνολο ορθοκανονικών ιδιοδιανυσµάτων {uiuiui}N−1

i=0 και τις συσχετιζόµενες
µε αυτές πραγµατικές µη-αρνητικές ιδιοτιµές {λi}N−1

i=0 . Πράγµατι, ο κανονικοποιηµένος
λαπλασιανός πίνακας διαγωνιοποιείται ως εξής :

L̂̂L̂L = UUUΛΛΛUUU T , (3.15)

όπου ΛΛΛ ο διαγώνιος πίνακας των ιδιοτιµών (ΛΛΛ = diag(λ0, ..., λn−1)) και UUU ο πίνακας των
ιδιοδιανυσµάτων (UUU = [u0u0u0, ...,un−1un−1un−1]).

Ο µετασχηµατισµός Fourier γράφου (graph Fourier transform) του σήµατος xxx ∈ RN ο-
ϱίζεται ως εξής [42]:

x̂xx = UUU Txxx . (3.16)

Λόγω της ϕυσικής αδυναµίας έκφρασης της διαδικασίας της συνέλιξης στο πεδίο των
κόµβων, ορίζεται η ϕασµατική συνέλιξη σε γράφο (spectral graph convolution) στο πεδίο
συχνοτήτων Fourier για δύο σήµατα xxx,yyy ∈ RN ως εξής [42]:

xxx ∗G yyy = UUU (x̂̂x̂x � ŷ̂ŷy) = UUU ((UUU Txxx) � (UUU Tyyy)) , (3.17)

όπου ∗G το σύµβολο της ϕασµατικής συνέλιξης σε γράφο και � το γινόµενο Hadamard.

Η ϕασµατική συνέλιξη γράφου ένος ϕίλτρου gggθ που εξαρτάται από τις ιδιοτιµές του κανο-
νικοποιηµένου λαπλασιανού πίνακα ή αλλιώς, το ϕιλτράρισµα του σήµατος xxx από το gggθ
δίνεται από την ακόλουθη εξίσωση [41] [42]:

gθgθgθ ∗G xxx = UUUgθgθgθ(ΛΛΛ)UUU Txxx . (3.18)
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Ο υπολογισµός της εξίσωσης 3.18 είναι υπολογιστικά δαπανηρός, αφού ο πολλασιασµός
µε τον πίνακα ιδιοδιανυσµάτων UUU έχει πολυπλοκότητα O(N2). Για την λύση του προ-
ϐλήµατος αυτόυ, προτάθηκε από τους Hammond et al. [43] η προσέγγιση του ϕίλτρου
gθgθgθ(ΛΛΛ) µε χρήση πολυωνύµων Chebysev TK(x) έως τάξης Κ:

gθ′gθ′gθ′(ΛΛΛ) ≈
K∑
k=0

θ′kTk(Λ̃̃Λ̃Λ) , (3.19)

όπου Λ̃̃Λ̃Λ = 2
λmax

ΛΛΛ − INININ , λmax η µεγαλύτερη ιδιοτιµή του L.

Εφόσον ισχύει (UΛU TUΛU TUΛU T )k = UUUΛΛΛkUUU T , η εξίσωση 3.18 παίρνει την µορφή:

gθgθgθ ∗G xxx ≈
K∑
k=0

θ′kTk(L̃̃L̃L)xxx . (3.20)

Τα πολυώνυµα Chebysev ορίζονται ως Tk(x) = 2xTk−1(x) − Tk−2(x), T0(x) = 1, T1(x) = x.
Για το µοντέλο GCN, επιλέχθηκε από τους συγγραφείς του τιµή του Κ ίση µε 1, δηλα-
δή γραµµική συνάρτηση ως προς τον λαπλασιανό πίνακα. Με αυτόν τον τρόπο, γίνεται
δυνατή η κατασκευή ϐαθύτερων δικτύων χωρίς τεράστια υπολογιστική επιβάρυνση. Ταυ-
τόχρονα, στοιβάζοντας περισσότερα από ένα συνελικτικά στρώµατα (και δηµιουργώντας
ένα ϐαθύτερο δίκτυο) παραµένει η δυνατότητα καλής προσέγγισης των ϕίλτρων χωρίς την
ϱητή παραµετροποίηση ενός στρώµατος µε προσέγγιση Chebysev υψηλής τάξης. Ακόµη,
γίνεται προσέγγιση της τιµής λmax ≈ 2. Με ϐάση τα παραπάνω η εξίσωση 3.20 απλοποιε-
ίται ως εξής :

gθgθgθ ∗G xxx ≈ θ
′
0θ
′
0θ
′
0xxx + θ′1θ

′
1θ
′
1(L − INL − INL − IN )XXX = θ′0θ

′
0θ
′
0xxx + θ′1θ

′
1θ
′
1DDD
− 1

2AAADDD−
1
2XXX , (3.21)

όπου θ0θ0θ0
′, θ1θ1θ1

′ ελεύθεροι παράµετροι. Για µείωση των παραµέτρων και κατά συνέπεια, πρα-
κτική λύση στο πρόβληµα της υπερπροσαρµογής, όπως και ελαχιστοποίηση των πράξεων
κατά την εφαρµογή ενός στρώµατος, επιλέγεται θθθ = θ0θ0θ0

′ = −θ1θ1θ1
′. Τέλος, για µεγαλύτερη

αριθµητική σταθερότητα και αποφυγή του προβλήµατος των ϐαθµίδων που εξαφανίζονται,
προστίθενται self-connections. Με αυτόν τον τρόπο, προκύπτει, τελικά, η εξίσωση 3.13
του στρώµατος GCN.

Συµπερασµατικά, µέσω του µοντέλου GCN, επιτεύχθηκε η δηµιουργία ενός στιβαρού
µοντέλου νευρωνικών δικτύων µε ικανοποιητικά αποτελέσµατα σε προβλήµατα πρόβλε-
ψης τόσο σε επίπεδο κόµβων όσο και σε επίπεδο γράφων. Η απλότητα του συνελικτικού
στρώµατος προσδίδει αρκετά καλά ποιοτικά χαρακτηριστικά στο δίκτυο, όπως αποφυγή
υπερπροσαρµογής, χαµηλό υπολογιστικό κόστος και δυνατότητα προσθήκης ϐάθους. Υ-
στερεί, όµως, σε άλλους τοµείς, όπως η αδυναµία πρόβλεψης σε επίπεδο ακµών αφού
δεν δέχεται ως είσοδο διάνυσµα χαρακτηριστικών τους. Μάλιστα, το παραπάνω µπορεί
σε αρκετές περιπτώσεις να αποτελεί και αδυναµία ως προς την µοντελοποίηση των δε-
δοµένων εισόδου. Αυτό είναι και ένα από τα µειονεκτήµατα των µοντέλων νευρωνικών
δικτύων γράφων που ϐασίζονται στη ϕασµατική συνέλιξη σε γράφους [39]. Είναι δεδο-
µένο πως τα µοντέλα που επιχειρούν χωρική συνέλιξη σε γράφους, υπό την έννοια της
ανταλλαγής µηνυµάτων στην γειτονιά ενός κόµβου, έχουν περισσότερες δυνατότητες. Το
GCN, όµως, κατάφερε να γεφυρώσει το χάσµα µεταξύ ϕασµατικής και χωρικής συνέλιξης,
αφού όπως δείχθηκε στην αρχή του υποκεφαλαίου αυτού, πληρεί τις προϋποθέσεις των
message passing neural networks. [38]
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3.4.2 Υποδειγµατοληψία Γράφων (Graph Pooling)

Η υποδειγµατοληψία στα µοντέλα νευρωνικών δικτύων γράφων αποσκοπεί (α) στην µε-
ίωση των παραµέτρων του συστήµατος µέσω της παραγωγής νέων µικρότερων αναπα-
ϱαστάσεων κόµβων και άρα, αποφυγή προβληµάτων υπερπροσαρµογής και υπολογιστι-
κής πολυπλοκότητας και (ϐ) στην παραγωγή αναπαραστάσεων σε επίπεδο γράφου, οι
οποίες ϐασίζονται στις αναπαραστάσεις των κόµβων (διαδικασία ανάγνωσης των κόµβων).
Η πιο διαδεδοµένη µέθοδος υποδειγµατοληψίας είναι η υποδειγµατοληψία αθροίσµα-
τος/µεγίστου/µέσου όρου, γνωστή και ως καθολική υποδειγµατοληψία (global pooling),
όπου µία από τις 3 παραπάνω συναρτήσεις εφαρµόζεται στις τελικές αναπαραστάσεις των
κόµβων παράγοντας µια καθολική αναπαράσταση του γράφου ως εξής [38]:

hhhG = sum/max/mean(hhhK1 ,hhh
K
2 , ...,hhh

K
N ) , (3.22)

όπου K το τελευταίο στρώµα GNN του δικτύου, N ο αριθµός των κόµβων και hhhKi τα τελικά
διανύσµατα χαρακτηριστικών των κόµβων του γράφου.

Πιο πρόσφατα, προτάθηκαν νέες µέθοδοι υποδειγµατοληψίας που ελαττώνουν το µέγε-
ϑος του γράφου λαµβάνοντας υπόψιν τόσο χαρακτηριστικά των κόµβων όσο και δοµικά
χαρακτηριστικά του ίδιου του γράφου, οι οποίες συναντώνται ως ιεραρχικές µέθοδοι υ-
ποδειγµατοληψίας (hierarchical pooling modules). [39] Μία από αυτές είναι η µέθοδος
Diffpool, η οποία οµαδοποιεί τους κόµβους ενός γράφου όχι µε καθολικό τρόπο αλλά
µαθαίνοντας έναν πίνακα εκχώρησης οµάδων (cluster assignment matrix). [44] Ο υπο-
λογισµός του πίνακα εκχώρησης οµάδων, S γίνεται µέσω ενός στρώµατος GNN (π.χ. το
στρώµα GCN) ως εξής :

SSSK = softmax(GNN(AAAK , TTTK))AAAK+1 = (SSSK)TAAAKSSSK) , (3.23)

όπου A και H οι πίνακες γειτνίασης και χαρακτηριστικών του γράφου αντίστοιχα και K
δηλώνει το στρώµα του νευρωνικού δικτύου.

Σηµειώνεται ότι η παραπάνω διαδικασία είναι διαφορίσιµη και άρα, ο πίνακας S µπορεί
να ανανεωθεί µέσω Back-propagation και ενός αλγορίθµου ϐελτιστοποίησης.

3.4.3 Πλήρως Συνδεδεµένα Στρώµατα (Fully-Connected layers)

Πλήρως συνδεδεµένα στρώµατα, δηλαδή στρώµατα MLP χρησιµοποιούνται συχνά σε αρχι-
τεκτονικές νευρωνικών δικτύων γράφων τόσο για προεπεξεργασία των χαρακτηριστικών
των κόµβων, δηλαδή πριν την εισαγωγή των γράφων σε στρώµατα GNN, όσο για την
τελική παραγωγή προβλέψεων του µοντέλου. Πιο συγκεκριµένα, όσον αφορά τις τελι-
κές προβλέψεις, οι αναπαραστάσεις σε επίπεδο γράφων, οι οποίες παράγονται µετά την
εφαρµογή µιας συνάρτησης ανάγνωσης (συνήθως συναρτήσεις global pooling), εισάγο-
νται σε ένα MLP µε σκοπό την τελική παραγωγή προβλέψεων (ταξινόµηση/παλινδρόµηση
γράφων) [38] [45].
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Κεφάλαιο 4

Ποσοτικές Σχέσεις ∆οµής - ∆ράσης
(Quantitative Structure Activity
Relationships - QSAR)

Οι Ποσοτικές Σχέσεις ∆οµής-∆ράσης (QSARs) έχουν ως στόχο την παραγωγή µαθηµα-
τικών µοντέλων πρόβλεψης ϕυσικών, χηµικών ή ϐιολογικών ιδιοτήτων χηµικών ουσιών,
ϐασισµένες στην υπόθεση ότι οι ιδιότητες αυτές εξαρτώνται από την στερεοχηµική δοµή
του µορίου. Η προτυποποίηση της σχέσης δοµής-δράσης επιτυγχάνεται, παραδοσιακά,
µε την χρήση αριθµητικών περιγραφικών µεταβλητών (numerical descriptors), οι οπο-
ίες µπορεί να είναι (α) εµπειρικές, όπως µια ϕυσικοχηµική ιδιότητα του µορίου και (ϐ)
µη-εµπειρικές, οι οποίες τυπικά περιλαµβάνουν δοµικές πληροφορίες του µορίου. Στο
κεφάλαιο αυτό ϑα γίνει µια σύντοµη ιστορική αναδροµή των QSAR µοντέλων και ϑα πα-
ϱουσιαστεί η συµβολή των νευρωνικών δικτύων στην µοντελοποίηση ποσοτικών σχέσεων
δοµής-δράσης µε ή χωρίς αριθµητικές περιγραφικές µεταβλητές.

4.1 Η Εξέλιξη των QSAR Μοντέλων (Evolution of QSAR Models)

Ο πρώτος ισχυρισµός περί σύνδεσης ϐιολογικής δράσης µε χηµική δοµή µιας ουσίας
προήλθε από τους Crum-Brown και Fraser το 1868 [46]. Μερικές δεκαετίες αργότερα,
το 1898 και το 1901, οι Meyer και Overton ήταν οι πρώτοι που εξήγαγαν, ανεξάρτητα ο
ένας από τον άλλο, µαθηµατικές σχέσεις που συνέδεαν την αναισθητική δράση οργανι-
κών ουσιών µε την λιποφιλία τους. [47], [48] Στη συνέχεια, το 1937 ο Hammett εισήγαγε
τις ηλεκτρονιακές σταθερές σ, µέσω τον οποίων εξέφρασε την επίδραση που ασκούν οι
υποκαταστάτες οργανικών µορίων στον ϱυθµό µιας χηµικής αντίδρασης.[4] Η προσέγγιση
αυτή έδωσε το έναυσµα στους Hansch και Fujita να αναπτύξουν το 1964 το πρώτο QSAR
µοντέλο, όπου η ϐιολογική δραστηριότητα µιας οµάδας χηµικών ενώσεων παρόµοιας χη-
µικής δοµής µπορεί να περιγραφεί ως ακολούθως (γενική µορφή της εξίσωσης Hansch-
Fujita):

log
(1
C

)
= aσ + blogP + c , (4.1)

όπου C η συγκέντρωση που έχει συγκεκριµένη ϐιολογική απόκριση σε συγκεκριµένο
χρόνο, σ η ηλεκτρονιακή σταθερά Hammett και logP ο συντελεστής µερισµού της ουσίας
που αποτελεί µέτρο της λιποφιλίας.
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Οι συντελεστές a, b και η σταθερά c υπολογίζονται µέσω πολλαπλής γραµµικής ανάλυσης
παλινδρόµησης. [50]

Την δεκαετία του 1980, µε τα µοντέλα τύπου Hansch-Fujita πλέον εδραιωµένα, ο Klop-
man ανέπτυξε µια νέα προσέγγιση απεικόνισης των δοµικών πληροφοριών ενός µορίου.
Κατόρθωσε, λοιπόν, να αποσυνθέσει χηµικά µόρια σε δισδιάστατα τεµάχια και να συσχε-
τίσει την συχνότητα εµφάνισης καθενός από αυτά µε την ϐιολογική δραστηριότητα των
µορίων. Με αυτόν τον τρόπο, έγινε ένα σηµαντικό ϐήµα προς την κατεύθυνση ανάπτυξης
καθολικών QSAR µοντέλων µέσω µιας υπολογιστικά αποδοτικής µεθόδου εξαγωγής και
συσχέτισης εύκολα ερµηνεύσιµων δοµικών χαρακτηριστικών για µεγάλο αριθµό χηµικών
µορίων. Ταυτόχρονα, καθώς τα σύνολα δεδοµένων γίνονταν µεγαλύτερα και περισσότερο
ποικιλόµορφα ως προς την µοριακή δοµή, εισήχθησαν µέθοδοι χαρακτηρισµού που κα-
τάφερναν, πατώντας στην ϕιλοσοφία των τεµαχίων Klopman να συλλαµβάνουν πιο γενικές
σχέσεις δοµής-δραστηριότητας ϐασισµένες πάντα στην αρχή ότι ολόκληρη η χηµική δοµή
ενός µορίου καθορίζει τις ιδιότητές του. ΄Ενα παράδειγµα τέτοιων µεθόδων είναι τα τεµάχια
CASE (CASE fragments), ενώ σύγχρονες µέθοδοι που και αυτές ϐασίζονται στην αναζήτη-
ση υπο-δοµών του µορίου είναι τα µοριακά κυκλικά αποτυπώµατα (ϐλ. υποκεφάλαιο
3.2.1). [51]

Σε γενικές γραµµές, για την ανάπτυξη ενός αξιόπιστου κλασικού QSAR µοντέλου τα ϐήµα-
τα που ακολουθούνται είναι τα εξής : [51]

1. Να επιλεγεί ένα σύνολο δεδοµένων µε χηµικές ουσίες, οι οποίες παρουσιάζουν δοµι-
κή συγγένεια και οι οποίες να έχουν καλά καταµερισµένες τιµές ϐιολογικής δράσης
(ετικέτες του συνόλου δεδοµένων).

2. Να προσδιοριστούν µέσω υπολογιστικών εργαλείων ή πειραµάτων οι κατάλληλες πε-
ϱιγραφικές µεταβλητές µοριακής δοµής.

3. Να διαχωριστεί το σύνολο δεδοµένων σε οµάδα εκπαίδευσης και οµάδα επαλήθευ-
σης. Οι δύο οµάδες πρέπει να παρουσιάζουν ποικιλοµορφία ετικετών και να είναι
αντιπροσωπευτικές του αρχικού συνόλου, προκειµένου το µοντέλο να παρουσιάσει
την καλύτερη δυνατή γενίκευση.

4. Να επιλεγεί η κατάλληλη µέθοδος µηχανικής µάθησης, η οποία ϑα παρουσιάζει την
καλύτερη δυνατή επίδοση εκπαίδευσης και επαλήθευσης. Η ικανότητα πρόβλεψης
να εκτιµάται µε ϐάση στατιστικές µεθόδους αξιολόγησης (metrics).

5. Να διερευνηθεί και να καθοριστεί το πεδίο εφαρµογής του µοντέλου µε χρήση δεδο-
µένων εισόδου εκτός του αρχικού συνόλου δεδοµένων.
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Σχήµα 4.1: Βήµατα ανάπτυξης κλασικού QSAR µοντέλου

4.2 QSAR Μοντέλα Βαθιάς Μηχανικής Μάθησης (Deep Learning
QSAR Models)

Μια µοντελοποίηση QSAR µε την κλασσική έννοια του όρου µπορεί να συνοψιστεί ως
εξής :

Βιολογική δραστηριότητα = f
(∑

(∆οµικές Ιδιότητες)
)

(4.2)

Τα πρωταρχικά QSAR µοντέλα στηρίζονταν σε γραµµικές σχέσεις µεταξύ χηµικής δοµής
και ϐιολογικής δραστηριότητας. Παρ΄ όλα αυτά, στη ϕύση οι σχέσεις αυτές είναι µη γραµ-
µικές, αφού η παρατηρούµενη ϐιολογική απόκριση ενός χηµικού µορίου είναι απόρροια
τόσο πολύπλοκων σχέσεων µεταξύ δοµικών χαρακτηριστικών και ϐιολογικής δραστηρι-
ότητας όσο και αλληλεπιδράσεων του µορίου µέσα σε ένα ϐιολογικό σύστηµα. Εποµένως,
µη-γραµµικές προσεγγίσεις µοντελοποίησης µπορούν να παράξουν καλύτερα προβλεπτι-
κά QSAR µοντέλα. Ως γνωστόν, τα τεχνητά νευρωνικά δίκτυα είναι πολύ αποτελεσµατικά
στην µοντελοποίηση µη-γραµµικών σχέσεων και έτσι, κατάφεραν και ϐρήκαν ευρεία ε-
ϕαρµογή και στην περίπτωση των QSAR µοντελοποιήσεων. [52]

Τα νευρωνικά δίκτυα που χρησιµοποιήθηκαν, αρχικά, ήταν ¨αβαθή¨ (shallow neural net-
works), δηλαδή είχαν µόλις ένα κρυφό στρώµα. ΄Ενα νευρωνικό δίκτυο ενός κρυφού
στρώµατος, όπως έχει αποδειχθεί, µπορεί να προσεγγίσει οποιαδήποτε συνεχή συνάρτη-
ση (ϐλ. υποκεφάλαιο 1.4). Ταυτόχρονα, η έλλειψη υπολογιστικής ισχύος στην δεκαετία
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του ΄90 και στις αρχές της δεκαετίας του ΄00 δεν επέτρεπε την ϐιώσιµη εκπαίδευση ϐα-
ϑιών νευρωνικών δικτύων. Εποµένως, για την παραγωγή καλών προβλεπτικών µοντέλων,
τα οποία δεν ϑα χαρακτηρίζονταν από υποεκπαίδευση ή υπερκπαίδευση δινόταν µεγάλο
ϐάρος στην επιλογή των κατάλληλων περιγραφικών µεταβλητών για κάθε σύνολο δεδο-
µένων, όπως άλλωστε συνηθίζεται στην QSAR µοντελοποίηση. [53]

Τα τελευταία χρόνια, όµως, η ανάπτυξη της ϐαθιάς µάθησης, µέσα από την χρήση µοντέρ-
νων CPU και GPU οδήγησε στην παραγωγή µοντέλων νευρωνικών δικτύων εµπρόσθιας
τροφοδότησης µε πολλαπλά κρυφά στρώµατα και µεγάλο αριθµό νευρώνων (᾿100) ανά
κρυφό στρώµα. Μάλιστα, καινοτόµες ϱυθµίσεις των νευρωνικών δικτύων, όπως η συνάρ-
τηση ενεργοποίησης relu, η χρήση dropout για αποφυγή υπερπροσαρµογής, αλλά και
µέθοδοι ϐέλτιστης επιλογής υπερπαραµέτρων, όπως η µπεϋζιανή ϐελτιστοποίηση, επέτρε-
ψαν την εξαγωγή QSAR µοντέλων ϐαθιών νευρωνικών δικτύων που έφταναν ή ξεπερνούσαν
σε δυνατότητες τα παραδοσιακά QSAR µοντέλα χρησιµοποιώντας ως είσοδο µεγάλο όγκο
δοµικών περιγραφικών µεταβλητών [54] [55] [56]. Πώς, όµως, σύγχρονες αρχιτεκτονικές
ϐαθιών νευρωνικών δικτύων µπορούν να οδηγήσουν στην πλήρη ανεξαρτησία των QSAR
από τις δοµικές περιγραφικές µεταβλητές·

Οι descriptor-free προσεγγίσεις για QSAR µοντελοποίηση κινούνται σε 3 άξονες :

1. Μοντέλα long short-term memory (LSTM)νευρωνικών δικτύων, τα οποία δέχονται ως
είσοδο µια ακολουθία διανυσµάτων προκαθορισµένου µεγέθους. Η ακολουθία αυτή
παράγεται κατόπιν επεξεργασίας της συµβολοσειράς (string) που αντιπροσωπεύει
ένα χηµικό µόριο εάν αυτό γραφεί µε ένα σύστηµα γραφής για υπολογιστική χρήση,
όπως το smiles (ϐλ. υποκεφάλαιο 5.2). [57]

2. Μοντέλα συνελικτικών νευρωνικών δικτύων, τα οποία δέχονται ως είσοδο εικόνες των
µορίων. Το µοντέλο Deepsnap µοντελοποιεί σχέσεις δοµής-ϐιολογικής δραστηριότη-
τας µέσω ϕωτογραφικών στιγµιοτύπων τρισδιάστατων µοριακών δοµών. [58]

3. Μοντέλα νευρωνικών δικτύων γράφων, τα οποία δέχονται ως είσοδο χηµικό γράφο.
Ο χηµικός γράφος αποτελεί µια ϕυσική αναπαράσταση του χηµικού µορίου, αφού
οι κόµβοι αποτελούν τα άτοµα και οι ακµές τους δεσµούς. Ακόµη, χαρακτηριστικά
µπορούν να εκχωρηθούν τόσο στους κόµβους όσο και στις ακµές καθιστώντας την
µοντελοποίηση των µορίων ακόµα πιο ϱεαλιστική. Τα νευρωνικά δίκτυα γράφων
αντιµετωπίζουν αποτελεσµατικά το Ϲήτηµα της παραγωγής αρκετά διαφορετικών πε-
ϱιγραφικών µεταβλητών ή συµβολοσειρών SMILES ή εικόνων για µόρια παρόµοιας
χηµικής δοµής [59] και σε αρκετές περιπτώσεις υπερνικούν σε απόδοση παραδοσια-
κά QSAR µοντέλα [59] [60].
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Κεφάλαιο 5

Μελέτη Περίπτωσης – Ενδοκρινικοί
∆ιαταράκτες (Case Study – Endocrine
Disruptors)

Πολυάριθµες χηµικές ενώσεις που χρησιµοποιούνται στην καθηµερινότητα ή και διοχε-
τεύονται στο περιβάλλον λόγω της ανθρώπινης δραστηριότητας έχουν την δυνατότητα να
διαταράσσουν το ενδοκρινικό σύστηµα ανθρώπων και άγριας πανίδας. Σύµφωνα µε τον
Παγκόσµιο Οργανισµό Υγείας, ως ενδοκρινικός διαταράκτης (endocrine disruptor - ED)
χαρακτηρίζεται µια εξωγενής ουσία ή µείγµα, η οποία µεταβάλλει λειτουργίες του ενδο-
κρινικού συστήµατος και ως αποτέλεσµα, προκαλεί δυσµενείς επιπτώσεις στην υγεία ενός
ακέραιου οργανισµού, απογόνων του ή (υπο)πληθυσµούς [63]. Ειδικότερα, όσον αφορά
την άγρια πανίδα, έκθεση σε EDs έχει συσχετιστεί µε ανώµαλη λειτουργία του ϑυρεοειδο-
ύς σε πληθυσµούς πτηνών και ψαριών, µε µειωµένη γονιµότητα σε πληθυσµούς πτηνών,
ψαριών, οστρακοειδών και ϑηλαστικών, µε προβληµατική έκφραση χαρακτηριστικών του
ϕύλου σε πληθυσµούς µαλάκιων, ψαριών, πτηνών και ϑηλαστικών, καθώς και άλλες δια-
ταραχές [64]. Ορισµένες γνωστές επιδράσεις στην ανθρώπινη υγεία είναι η ελαττωµατική
λειτουργία αναπαραγωγικών οργάνων τόσο σε αρσενικά όσο και σε ϑηλυκά άτοµα, ο καρ-
κίνος του µαστού, του ενδοµητρίου και των όρχεων, µεταβολές στην έναρξη της εφηβείας
και µεταβολές στην αναλογία αρσενικών προς ϑηλυκών γεννήσεων [65]. Με ποιον τρόπο,
όµως, οι EDs επιδρούν στο ενδοκρινικό σύστηµα µε αποτέλεσµα όλες τις ανεπιθύµητες
συνέπειες που προαναφέρθηκαν;

Το ενδοκρινικό σύστηµα αποτελείται από ειδικά όργανα, τους ενδοκρινείς αδένες, οι οποίοι
παράγουν και εκκρίνουν τις ορµόνες, ειδικές ουσίες που έχουν τον ϱόλο της µετάδοσης
σηµάτων σε ολόκληρο το σώµα του οργανισµού µέσω του αίµατος στους Ϲωικούς οργα-
νισµούς ή του οπού στους ϕυτικούς οργανισµούς. Ακόµη, µέρος του ενδοκρινικού συ-
στήµατος αποτελούν και οι αντίστοιχοι υποδοχείς των σηµάτων. Τα σηµαντικότερα όργανα
του ενδοκρινικού συστήµατος του ανθρώπου είναι η υπόφυση, ο ϑυρεοειδής, ο παραθυ-
ϱεοειδής, τα επινεφρίδια, ο ϑύµος, το πάγκρεας, καθώς επίσης, οι ωοθήκες στα ϑηλυκά
άτοµα και οι όρχεις στα αρσενικά. Το ενδοκρινικό σύστηµα µε την έκκριση ορµονών, µαζί
µε το νευρικό σύστηµα, ουσιαστικά, ϱυθµίζουν την λειτουργία του οργανισµού. Η παρου-
σία ή µη ορµονών επηρεάζει ποικίλες ενέργειες ή καταστάσεις του ανθρώπου, όπως τον
µεταβολισµό, τα δευτερογενή χαρακτηριστικά του ϕύλου τόσο σε γυναίκες όσο και σε άν-
δρες, την συµπεριφορά, την οµοιόσταση, τα επίπεδα γλυκόζης στα κύτταρα κ.λπ..Οι EDs
έχουν τη δυνατότητα είτε (α) να µιµούνται την επίδραση ενδογενών ορµονών και να προκα-
λούν επιβλαβείς µη-αναµενόµενες αντιδράσεις είτε (ϐ) να εµποδίζουν την αλληλεπίδραση
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των ορµονών µε τους ενδογενείς υποδοχείς µε ανεπιθύµητες συνέπειες στο αναπτυξιακό,
αναπαραγωγικό, νευρολογικό και ανοσοποιητικό σύστηµα. [66] [67]

Σχήµα 5.1: Σχηµατική απεικόνιση ενδοκρινικής διαταραχής. Ο ενδοκρινικός διαταράκτης Α
µιµείται την ορµόνη µεταδίδοντας µη ϕυσιολογικό σήµα στο κύτταρο. Ο ενδοκρινικός διαταράκτης
Β µπλοκάρει τον υποδοχέα µε αποτέλεσµα την αδυναµία πρόσδεσης µε ορµόνη και µετάδοσης
σήµατος στο κύτταρο.

Μια σηµαντική κατηγορία ορµονικών υποδοχέων, η δράση των οποίων αποτελεί αντι-
κείµενο εκτενούς έρευνας είναι οι υποδοχείς οιστρογόνων (estrogen receptors - ERs).
Ανήκουν στην ευρύτερη οικογένεια των πυρηνικών υποδοχέων (nuclear receptors), οι ο-
ποίοι ϐρίσκονται στον πυρήνα ή στο κυτταρόπλασµα και όταν ενεργοποιηθούν δρουν ως
µεταγραφικοί ϱυθµιστές στον πυρήνα. Υποδέχονται µικρά ή υδρόφοβα µόρια, τα οποία
έχουν την ικανότητα να διαπερνούν την κυτταρική µεµβράνη, όπως οι στεροειδείς ορµόνες
(ανάµεσά τους τα οιστρογόνα) και ϑυρεοειδείς ορµόνες (ανάµεσά τους η ϑυροξίνη). [66] Οι
EDs µπορούν να προσδεθούν στους υποδοχείς οιστρογόνων και να παρέµβουν στην ϕυσιο-
λογική µεταφορά σηµάτων οιστρογόνων µέσα από γονιδιωµατικές ή µη-γονιδιωµατικές ο-
δούς. Σε κάθε περίπτωση, η πρόσδεση µη ϕυσιολογικών οιστρογόνων (ή ξενοοϊστρογόνων)
µπορεί να οδηγήσει σε µεταβολές που δυνητικά µπορούν να διαταράξουν ολόκληρο το
ενδοκρινικό σύστηµα του ανθρώπου [67]. Σηµαντικά ξενοοϊστρογόνα είναι τα περιβαλλο-
ντικά οιστρογόνα, τα οποία προέρχονται από τοξικά απορρίµµατα και άλλες ϱυπογόνες
ουσίες (πλαστικά, ϐιοµηχανικές επιφανειοδραστικές ουσίες, παρασιτοκτόνα) και κατα-
λήγουν στο έδαφος, αλλά και σε υδάτινα οικοσυστήµατα. Είναι χαρακτηριστικό ότι ένα
πλαστικό µονοµερές που δρα ως ξενοοϊστρογόνο, η δισφαινόλη-Α (bisphenol A - BPA),
ϐρίσκεται σε ανιχνεύσιµα επίπεδα σε πάνω από το 90% των Αµερικανών και άλλων πλη-
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ϑυσµών. [68]

Η κύρια πηγή έκθεσης του ανθρώπινου οργανισµού σε EDs είναι η διατροφή του, καθώς,
λόγω της λιποφιλικής τους ϕύσης, είναι πολύ πιθανή η συσσώρευσή τους στους λιπώδεις
ιστούς Ϲώων που καταναλώνει (π.χ. ψάρια) [69]. Επίσης, το ξενοοϊστρογόνο BPA ανιχνε-
ύεται σε όλα τα δείγµατα ϕρούτων και λαχανικών, στα οποία εισρέει µέσω της άρδευσης.
Εκτός από τα ϕαγητά, EDs µπορούν να προσληφθούν και από οικιακά προϊόντα, όπως
καθαριστικά και προϊόντα περιποίησης. Συνοπτικά, οι EDs αποδεδειγµένα έχουν δυσµε-
νείς επιπτώσεις στην ανθρώπινη υγεία και ιδιαίτερα, στην γονιµότητα, την εγκυµοσύνη και
την ανάπτυξη του εµβρύου. Ιδιαίτερα, η έκθεση κατά την διάρκεια της εγκυµοσύνης και
στα αρχικά στάδια της Ϲωής ενός ανθρώπου µπορεί να επηρεάσει την συµπεριφορά στην
µετέπειτα Ϲωή τους οδηγώντας σε προβληµατική κοινωνική συµπεριφορά [70]. Η συνεχής
και αναπόφευκτη τη σύγχρονη εποχή έκθεση σε EDs τη στιγµή που πολλοί από αυτούς
είναι ακόµη άγνωστοι λόγω ελλιπών πειραµατικών δεδοµένων δείχνει την σηµαντικότη-
τα ανάπτυξης υπολογιστικών εργαλείων για την πρόβλεψη του δυναµικού ενδοκρινικής
διαταραχής χηµικών ουσιών [71].

5.1 Το Σύνολο των ∆εδοµένων (Dataset)

Τα δεδοµένα που χρησιµοποιήθηκαν για την εκπαίδευση των µαθηµατικών µοντέλων ϐα-
ϑιάς µηχανικής µάθησης συλλέχθηκαν από την Βάση ∆εδοµένων Οιστρογονικής ∆ραστη-
ϱιότητας (Estrogenic Activity Database -EADB) του Οργανισµού Τροφίµων και Φαρµάκων
των ΗΠΑ (U.S. Food and Drug Administration - FDA). Η EADB περιλαµβάνει δεδοµένα
οιστρογονικής δραστηριότητας για 8212 χηµικές ουσίες, τα οποία προήλθαν από in vitro
και in vivo πειράµατα σε 11 οργανισµούς. ΄Ολες οι χηµικές ενώσεις είναι διαθέσιµες
σε κωδικοποίηση SMILES που επιτρέπει την ανάγνωση και κατανόηση των δοµών από
ηλεκτρονικούς υπολογιστές. Η κωδικοποίηση SMILES παρουσιάζεται λεπτοµερώς στο ε-
πόµενο υποκεφάλαιο (υποκεφάλαιο 5.2). Στην παρούσα εργασία χρησιµοποιήθηκαν πει-
ϱαµατικά δεδοµένα συγγένειας πρόσδεσης (binding affinity) στους υποδοχείς οιστρογόνων
(ERs). Η συγγένεια πρόσδεσης αναφέρεται στην ισχύ αλληλεπίδρασης µε τη µορφή της
πρόσδεσης χηµικών µορίων σε ορµονικούς υποδοχείς και συγκεκριµένα, στους ERs. Συ-
νολικά, επιλέχθηκαν 1457 πειραµατικές τιµές, οι οποίες προήλθαν από in vitro πειράµατα
σε ανθρώπινα κύτταρα.

Οι πειραµατικές τιµές αναφέρονται στην σχετική συγγένεια πρόσδεσης (relative binding
affinity), δηλαδή είναι κανονικοποιηµένες ως προς την τιµή συγγένειας πρόσδεσης της
17-ϐ οιστραδιόλης (estradiol - 2). Η οιστραδιόλη είναι ένα οιστρογόνο (στεροειδής ορ-
µόνη) και αποτελεί την σηµαντικότερη ορµόνη του γυναικείου ϕύλου. ΄Εχει, δηλαδή, µια
ϕυσιολογικά υψηλή τιµή συγγένειας πρόσδεσης στους ERs. Για την κανονικοποίηση, η
RBA της E2 τέθηκε ίση µε 100 ή log10RBA = 2. Σε γενικές γραµµές, όσο µεγαλύτερο το
logRBA µιας ουσίας τόσο πιο ισχυρό είναι το δυναµικό πρόσδεσής της στους υποδοχείς
οιστρογόνων. Το εύρος των πειραµατικών αποκρίσεων logRBA κυµαίνεται στο διάστηµα
[−3.328,2.857]. Οι τιµές αυτές αποτελούν και τις ετικέτες του συνόλου δεδοµένων.

Τα µοντέλα ϐαθιάς επιβλεπόµενης µάθησης που αναπτύχθηκαν επιλύουν προβλήµατα τα-
ξινόµησης. Εποµένως, τα πειραµατικά δεδοµένα χωρίζονται σε 3 κατηγορίες (κλάσεις):
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Πίνακας 5.1: Πίνακας κλάσεων του προβλήµατος ταξινόµησης ενδοκρινικών διαταρακτών

*Σηµειώνεται ότι ο χαρακτηρισµός της ισχύος πρόσδεσης σε ERs σε κάθε κλάση προκύπτει
πάντα σε σύγκριση µε την αντίστοιχη τιµή της οιστραδιόλης (τιµή αναφοράς), η οποία έχει
µια σχετικά υψηλή συγγένεια πρόσδεσης. Παρ΄ όλα αυτά, σε κάθε περίπτωση όλες οι
ουσίες του συνόλου δεδοµένων είναι οιστρογονικά ενεργές και δυνητικά επικίνδυνες για
οργανισµούς ανάλογα µε την συγκέντρωση τους σε αυτούς [67].

5.2 Το Σύστηµα Απλοποιηµένης Μοριακής Γραµµικής Γραφής (Sim-
plified Molecular-Input Line-Entry System)

Το σύστηµα απλοποιηµένης µοριακής γραµµικής γραφής (simplified molecular-input
line-entry system) ή SMILES είναι ένα σύστηµα γραφής χηµικών ενώσεων και αντιδράσε-
ων ειδικά σχεδιασµένο για υπολογιστική χρήση από χηµικούς. Εισήχθη από τον D.
Weininger στα τέλη της δεκαετίας του ΄80 [61] και αναπτύχθηκε από την DAYLIGHT Chem-
ical Information Systems. Το κυριότερο πλεονέκτηµα της SMILES είναι ότι χρησιµοποιεί
γλωσσικούς χαρακτήρες αντί για υπολογιστικές δοµές δεδοµένων, γεγονός που σε συνδυα-
σµό µε το απλό της ¨λεξιλόγιο¨ και τους λίγους κανόνες ¨γραµµατικής¨ καθιστά εύκολη
την ανάγνωση των χηµικών ενώσεων και από τους ανθρώπους. Η επινόηση της SMILES
στηρίχθηκε στην ϑεώρηση του χηµικού µορίου ως γράφος, λαµβάνοντας υπόψιν τα άτοµα
ως κόµβους και τους δεσµούς ως ακµές. Η SMILES, λοιπόν, κατορθώνει να περιγράψει
µοναδικά τον χηµικό γράφο µε τρόπο ευανάγνωστο από το ανθρώπινο µάτι προσεγγίζοντας
ουσιαστικά την δισδιάστατη απεικόνιση των χηµικών ενώσεων στο χαρτί. Κανένα δεδοµένο
σχετικά µε την τρισδιάστατη διάταξη των ατόµων δεν λαµβάνεται υπόψιν.

Η γραφή SMILES αποτελείται από λατινικούς χαρακτήρες και διάφορα σύµβολα σε σει-
ϱά χωρίς κενά. Τα άτοµα υδρογόνου µπορούν να παραλείπονται ή να περιλαµβάνονται
ανάλογα µε τη µορφή του χηµικού γράφου, ο οποίος αποτυπώνεται σε γραφή SMILES
(Hudrogen-suppressed ή Hydrogen-complete). Αρωµατικές δοµές µπορούν να γραφούν
απευθείας ή σε µορφή Kekulé. Οι συνοπτικοί κανόνες της SMILES είναι οι εξής [62]:

• ΄Ατοµα

– Κάθε άτοµο, εκτός του υδρογόνου, αναπαρίσταται από το χηµικό του σύµβολο
κλεισµένο σε αγκύλες, [ ], µε κεφαλαίο το πρώτο γράµµα και µικρό το δεύτερο
(όπου συναντάται). Για παράδειγµά ο στοιχειακός χρυσός συµβολίζεται µε [Au]

– Τα εξής άτοµα που συναντώνται σε οργανικές ενώσεις B, C, N, O, P, S, F, Cl,
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Br, I µπορούν να γραφούν εκτός αγκύλων εάν ο αριθµός των προσαρτηµένων σε
αυτά υδρογόνων είναι ίσος µε το χαµηλότερο τυπικό χηµικό σθένος µε εξαίρεση
τα στοιχεία N, P και S (4 για τον C, 3 για το B, 3 ή 5 για το N , 2 για το O, 3 ή
5 για τον P, 2 ή 4 ή 6 για το S και 1 για τα αλογόνα). Παραδείγµατα γραφής
ενώσεων µε τον παραπάνω κανόνα αποτελούν το C για το µεθάνιο (CH4), το O
για το νερό (H2O) και το Cl για το υδροχλωρικό οξύ (HCl).

– ΄Ατοµα σε αρωµατικούς δακτυλίους αντιπροσωπεύονται από µικρά γράµµατα
αντί για κεφαλαία.

– Τα προσαρτηµένα υδρογόνα ή/και ϕορτία των χηµικών ενώσεων πρέπει να καθο-
ϱίζονται εντός αγκυλών. Ο αριθµός των υδρογόνων καθορίζεται από το σύµβολο
H ακολουθούµενο από το αντίστοιχο ψηφίο, ενώ το ϕορτίο ανάλογα µε τον τύπο
του καθορίζεται από τα σύµβολα + ή - ακολουθούµενα από το αντίστοιχο ψηφίο.
Παραδείγµατος χάριν, τα κατιόντα αµµωνίου και δισθενούς σιδήρου συµβολίζο-
ναι µε [NH4+] και [Fe + 2] αντίστοιχα.

• ∆εσµοί
Μονός, διπλός, τριπλός και αρωµατικός δεσµός αντιπροσωπεύονται από τα σύµβολα
-, =, και :, αντίστοιχα. Οι µονοί και οι αρωµατικοί δεσµοί µπορούν να παραλείπο-
νται από τον συµβολισµό.
π.χ. CC — Αιθάνιο, C = O — Φορµαλδεΰδη, O = C = O — ∆ιοξείδιο του άνθρακα

• ∆ιακλαδώσεις
Οι διακλαδώσεις καθορίζονται µέσω της χρήσης παρενθέσεων. Η διακλαδική αλυ-
σίδα συνδέεται µε την κύρια αλυσίδα της ένωσης που περιγράφεται µε το άτοµο που
ϐρίσκεται αριστερά της παρένθεσης. Παραδείγµατα χηµικών ενώσεων αποτελούν τα
εξής :

Τριαιθυλαµίνη 2-Βουτανόλη 3-Μέθυλο-2-ϐουτανόνη
CCN(CC)CC CCC(C)O CC(C)C(= O)C

• Κυκλικές δοµές
Οι κυκλικές δοµές στη γραφή SMILES καθορίζονται µε ϐάση τους κανόνες που πε-
ϱιγράφηκαν παραπάνω αφού προηγηθεί σπάσιµο του δακτυλίου σε ένα αυθαίρετο
σηµείο και δηµιουργία µε αυτόν τον τρόπο ενός γραµµικού (µη κυκλικού) χηµικού
γράφου. Οι αριθµοί 1 έως 9 χρησιµοποιούνται για να υποδείξουν το αρχικό και το
τελικό άτοµο ενός δακτυλίου και γράφονται αµέσως µετά τα αντίστοιχα άτοµα. Ως
παράδειγµα παρατίθεται η τυπική κυκλική δοµή του κυκλοεξανίου:

΄Ενα άτοµο που συσχετίζεται µε περισσότερους από έναν δακτυλίους γράφεται µε τη
συνοδεία των αντίστοιχων αριθµών (παράδειγµα κυβανίου):
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Τέλος, ο ίδιος αριθµός µπορεί να χρησιµοποιηθεί για περισσότερους από έναν δα-
κτυλίους, όπως στο εξής παράδειγµα:

77



Κεφάλαιο 6

Ανάπτυξη Μοντέλων και Αποτελέσµατα
(Models Development and Results)

6.1 Μέτρα Αξιολόγησης (Evaluation Metrics)

Η αξιολόγηση της απόδοσης του µοντέλου είναι ένα αναπόσπαστο κοµµάτι κάθε τεχνικής
µηχανικής µάθησης. Οι δείκτες που ποσοτικοποιούν την αξιολόγηση αυτή συναντώνται
µε τον όρο metrics και ποικίλουν ανάλογα µε το είδος του µοντέλου και τον σκοπό της
επιδιωκόµενης πρόβλεψης. Τα metrics µπορούν να εκφράζουν την τελική απόδοση ενός
µοντέλου, αλλά µπορούν, επίσης, να χρησιµοποιηθούν για την online παρακολούθηση
της απόδοσης ενός µοντέλου κατά τη διάρκεια της εκπαίδευσής του. Τα metrics του
προβλήµατος ταξινόµησης 3 κλάσεων που χρησιµοποιούνται στην παρούσα εργασία είναι
η ακρίβεια, ο πίνακας σύγχυσης και ο συντελεστής συσχέτισης Matthews [72].

6.1.1 Πίνακας Σύγχυσης (Confusion Matrix)

Ο πίνακας σύγχυσης (confusion matrix) ή πίνακας σφάλµατος (error matrix) αποτελε-
ί έναν τρόπο οπτικοποίησης της ικανότητας πρόβλεψης ενός µοντέλου ταξινόµησης σε
κλάσεις. Οι σειρές του πίνακα αντιστοιχούν στις πραγµατικές τιµές (ετικέτες του συνόλου
δεδοµένων), ενώ οι στήλες αντιστοιχούν στις προβλέψεις του µοντέλου. Ο πίνακας σύγχυ-
σης για πρόβληµα ταξινόµησης 3 κλάσεων έχει την µορφή του σχήµατος 6.1 [72].

Στη γενική του µορφή, για πρόβληµα ταξινόµησης n κλάσεων έχει µέγεθος n×n. Οι σωστές
προβλέψεις του µοντέλου αντιστοιχούν στα στοιχεία της κυρίας διαγωνίου του πίνακα, ενώ
όλα τα υπόλοιπα στις λανθασµένες.

6.1.2 Ακρίβεια (Accuracy)

Η ακρίβεια (accuracy) µετράει τις σωστές προβλέψεις του µοντέλου και λαµβάνει τιµές από
0 έως 1. Ορίζεται ως ο λόγος των σωστών προβλέψεων του µοντέλου προς τον συνολικό
αριθµό των παραδειγµάτων. Εάν Cij τα στοιχεία της γενική µορφής του πίνακα σύγχυσης,
τότε η ακρίβεια ορίζεται ως εξής [72]:

Accuracy =

∑n
i=1 Cii∑n

i=1
∑n
j=1 Cij

(6.1)
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Σχήµα 6.1: Πίνακας σύγχυσης για πρόβληµα ταξινόµησης 3 κλάσεων.

6.1.3 Συντελεστής Συσχέτισης Matthews (Matthews Correlation Coefficient)

΄Ενα περισσότερο εκφραστικό µέτρο αξιολόγησης, συγκριτικά µε την ακρίβεια, είναι ο συ-
ντελεστής συσχέτισης Matthews (Matthews Correlation Coefficient - MCC). Παίρνει τιµές
από -1 έως 1 και λαµβάνει υπόψιν τις σωστές και λανθασµένες προβλέψεις σε επίπεδο
κλάσης και όχι στο σύνολο των δεδοµένων, όπως η ακρίβεια. Τιµές κοντά στο 1 αντιπρο-
σωπεύουν µια τέλεια πρόβλεψη, τιµές κοντά στο 0 µια πρόβλεψη που δεν διαφέρει από
την τυχαία κατανοµή και τιµές κοντά στο -1 πλήρη αδυναµία συσχέτισης των προβλέψεων
µε τις αρχικές παρατηρήσεις. Με ϐάση τη γενική µορφή του πίνακα σύγχυσης ορίζεται
ως εξής [72]:

MCC =
c · s −

∑n
k=1 pktk√(

s2 −
∑n
k=1 p

2
k

) (
s2 −

∑n
k=1 t

2
k

) (6.2)

όπου k δηλώνει την κλάση,
s =

∑n
i=1

∑n
j=1 Cij, το συνολικό πλήθος των στοιχείων,

c =
∑n
i=1 Cii, το συνολικό πλήθος των σωστών προβλέψεων,

pk =
∑n
i=1 Cki, το πλήθος των προβλέψεων κλάσης k,

tk =
∑n
i=1 Cik, το πλήθος των πραγµατικών ετικετών κλάσης k.

6.2 ∆ιασταυρούµενη Επικύρωση (Cross-Validation)

Η διασταυρούµενη επικύρωση (cross validation) είναι µια στατιστική µέθοδος επικύρω-
σης της απόδοσης µοντέλων µηχανικής µάθησης. Κατά την εφαρµογή της, το σύνολο
των δεδοµένων χωρίζεται µε τυχαίο τρόπο σε k ισοµεγέθεις οµάδες (k-fold cross valida-
tion). Από τις k αυτές οµάδες, µια οµάδα επιλέγεται να αποτελεί το σύνολο δεδοµένων
επαλήθευσης και οι υπόλοιπες (k − 1) αποτελούν το σύνολο δεδοµένων εκπαίδευσης. Το
µοντέλο, κατόπιν, εκπαιδεύεται k ϕορές, όπου καθεµία από τις k οµάδες χρησιµοποιείται
ακριβώς µια ϕορά σαν οµάδα επαλήθευσης. Με αυτόν τον τρόπο, το µοντέλο εκπαιδεύεται
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και επαληθεύεται σε όλο το σύνολο δεδοµένων, αυξάνοντας έτσι την γενίκευση των απο-
τελεσµάτων του. Τα συνολικά µέτρα αξιολόγησης του µοντέλου προκύπτουν ως ο µέσος
όρος των k αποτελεσµάτων στα δεδοµένα επαλήθευσης από κάθε ξεχωριστή εκπαιδευτική
διαδικασία του µοντέλου [73].

6.3 Προηγούµενη Εργασία (Previous Work)

Μια προηγούµενη εφαρµογή ϐαθιάς µηχανικής µάθησης για την ταξινόµηση ενδοκρινι-
κών διαταρακτών του υφιστάµενου συνόλου δεδοµένων (ϐλ. κεφάλαιο 5) αναπτύχθηκε
από τον υποψήφιο διδάκτορα της Μονάδας Αυτόµατης Ρύθµισης και Πληροφορικής της
Σχολής Χηµικών Μηχανικών Παντελή Καρατζά στο πλαίσιο του ∆ΠΜΣ ¨Εφαρµοσµένες
Μαθηµατικές Επιστήµες¨ [74]. Αφορά την επίλυση του προβλήµατος ταξινόµησης µέσω
της απεικόνισης των χηµικών µορίων ως δισδιάστατες εικόνες και την επεξεργασία τους
µέσω ενός µοντέλου συνελικτικών νευρωνικών δικτύων. Αρχικά, οι χηµικές ενώσεις σε
µορφή Smiles µετατρέπονται σε ασπρόµαυρες δισδιάστατες εικόνες µέσω της Java ϐι-
ϐλιοθήκης Chemistry Development Kit [75]. Το µέγεθος των εικόνων που παράγονται
εξαρτάται από το µόριο που απεικονίζουν. Κατά κανόνα, οι εικόνες που αποτελούν είσοδο
σε ένα συνελικτικό νευρωνικό δίκτυο έχουν ίδιο µέγεθος. ΄Ετσι, κάθε εικόνα του συνόλου
δεδοµένων τοποθετείται στοιχισµένη στο κέντρο ενός λευκού ϕόντου µεγέθους 200 × 200
pixels.

Σχήµα 6.2: Παραδείγµατα εικόνων που χρησιµοποιούνται ως είσοδοι στο συνελικτικό νευρωνικό
δίκτυο.

Κατόπιν, το µέγεθος του συνόλου δεδοµένων αυξάνεται µε χρήση τεχνικής ενίσχυσης
δεδοµένων (data augmentation). Ειδικότερα, οι εικόνες του συνόλου δεδοµένων περι-
στρέφονται διαδοχικά κατά 90, 180 και 270 µοίρες διατηρώντας την ετικέτα τους τετρα-
πλασιάζοντας µε αυτόν τον τρόπο τον όγκο δεδοµένων, πάνω στον οποίο εκπαιδεύεται
το συνελικτικό νευρωνικό δίκτυο. Η ϐέλτιστη αρχιτεκτονική περιλαµβάνει 3 συνελικτι-
κά στρώµατα. Στο τέλος κάθε συνελικτικού στρώµατος παρεµβάλλεται ένα στρώµα 2 × 2
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υποδειγµατοληψίας µεγίστου. Στη συνέχεια, οι τανυστές τρίτης τάξης στην έξοδο του τε-
λικού στρώµατος υποδειγµατοληψίας µετατρέπονται σε διανύσµατα µέσω της διαδικασίας
του flattening και εισάγονται σε 2 πλήρως συνδεδεµένα στρώµατα 1024 κόµβων το κα-
ϑένα. Τέλος, ένα στρώµα εξόδου 3 κόµβων µε ενεργοποίηση softmax παράγει τις τελικές
προβλέψεις κλάσεων. Σηµειώνεται ότι τόσο τα συνελικτικά στρώµατα όσο και τα κρυφά
πλήρως συνδεδεµένα στρώµατα του δικτύου ενεργοποιούνται µε συνάρτηση relu, ενώ η
ϐελτιστοποίηση γίνεται µε τον αλγόριθµο Adam και ϱυθµό µάθησης ίσο µε 0.3 . Για
την επικύρωση του µοντέλου το σύνολο δεδοµένων χωρίστηκε µε τυχαίο τρόπο σε σύνολο
δεδοµένων εκπαίδευσης (90% του αρχικού συνόλου) και σύνολο δεδοµένων επαλήθευσης
(10% του αρχικού συνόλου). Τα αποτελέσµατα απόκρισης της ακρίβειας συναρτήσει των
εποχών τόσο για τα δεδοµένα επαλήθευσης όσο και για τα δεδοµένα εκπαίδευσης ϕαίνεται
στα παρακάτω σχήµατα:

Σχήµα 6.3: Μοντέλο CNN: αποτελέσµατα ακρίβειας συναρτήσει εποχών στα δεδοµένα εκπαίδευσης

Σχήµα 6.4: Μοντέλο CNN: αποτελέσµατα ακρίβειας συναρτήσει εποχών στα δεδοµένα επαλήθευσης

Αναφορικά µε την απόδοση του µοντέλου σε δεδοµένα πάνω στα οποία δεν έχει εκπαιδευτεί
(δεδοµένα επαλήθευσης), η ακρίβειά του αγγίζει το 0.68, ενώ ο συντελεστής MCC το 0.51.
Ακολουθεί ένας ενδεικτικός πίνακας σύγχυσης :

81



Πίνακας 6.1: Πίνακας σύγχυσης του µοντέλου CNN

6.4 Μοντέλο Νευρωνικών ∆ικτύων Εµπρόσθιας Τροφοδότησης (Feed-
Forward Neural Networks Model)

6.4.1 Κατασκευή ∆εδοµένων Εισόδου (Input Data Construction)

΄Οπως αναφέρθηκε στο υποκεφάλαιο 1.2 της εργασίας, είσοδο στα νευρωνικά δίκτυα ε-
µπρόσθιας τροφοδότησης ή MLP αποτελεί ένας πίνακας σχεδιασµού XXX ∈ Rn×d αποτελο-
ύµενος από n παραδείγµατα και d ανεξάρτητες µεταβλητές. Οι ανεξάρτητες µεταβλητές
ϑα έχουν την µορφή αριθµητικών περιγραφικών µεταβλητών (numerical desctriptors),
οι οποίοι παράγονται µέσω του λογισµικού Mordred [76]. Το Mordred είναι ένα ελε-
ύθερα διαθέσιµο υπολογιστικό πακέτο υπολογισµού µοριακών περιγραφικών µεταβλητών
(molecular descriptors). Συγκεκριµένα, υπολογίζει περισσότερες από 1600 ιδιότητες των
µορίων ϐασισµένες σε δισδιάστατες (2D) δοµές και τρισδιάστατες (3D) δοµές τους. Ως
είσοδος του πακέτου, χρησιµοποιούνται χηµικά µόρια σε µορφή SMILES. Σε αντίθεση
µε παλαιότερα λογισµικά παραγωγής molecular descriptors (π.χ. PaDEL, BlueDesc, Py-
DPI κ.λπ.), το Mordred προεπεξεργάζεται µε αυτόµατο τρόπο τα µόρια ανάλογα µε τις
απαιτήσεις του κάθε descriptor (προσθέτει ή αφαιρεί υδρογόνα, µετατρέπει τα SMILES σε
µορφή Kekule, ανιχνεύει την αρωµατικότητα των µορίων). Ταυτόχρονα, υπερτερεί στην
αποδοτικότητα και ταχύτητα εκτέλεσης του αλγορίθµου, ακόµα και σε µόρια όσο µεγάλα
όσο η τοξίνη MTX (το µεγαλύτερο µη-πολυµερές µόριο στη ϕύση µε µοριακό ϐάρος 3422).
Για παράδειγµα, στο λογισµικό PaDEL, αριθµητικές περιγραφικές µεταβλητές µεγάλων
µορίων περιείχαν σε ορισµένες περιπτώσεις τιµές που έλειπαν εξαιτίας σφάλµατος ¨λήξης
χρόνου¨. Τέλος, το Mordred είναι το µοναδικό πακέτο που ελέγχει µε αυτόµατο τρόπο
εάν οι τιµές των περιγραφικών µεταβλητών που παράγει ϐρίσκονται εντός µίας κατανοµής
από τιµές αναφοράς, οι οποίες προέρχονται από δηµοσιευµένες µελέτες, αποτελέσµατα
άλλων λογισµικών και δηµοσιευµένες τιµές από χειροκίνητους υπολογισµούς των αλγο-
ϱίθµων υπολογισµού που εφαρµόζονται. Με αυτόν τον τρόπο, ελέγχεται η εγκυρότητα των
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υπολογισµένων τιµών περιγραφικών µεταβλητών. Τα ονόµατα και το πλήθος των µορια-
κών περιγραφικών µεταβλητών που παράγονται µέσω του Mordred λαµβάνοντας ως είσοδο
χηµικές ενώσεις σε µορφή SMILES είναι οι ακόλουθες :

Πίνακας 6.2: Μοριακές περιγραφικές µεταβλητές για τα δεδοµένα εισόδου του µοντέλου MLP,
όπως παράγονται µέσω του λογισµικού Mordred

΄Ονοµα Περιγραφή Πλήθος
Μεταβλητών

2D ∆οµικά Χαρακτηριστικά
ABCIndex ∆είκτης συνδεσιµότητας ατόµου-δεσµού 2
AcidBase Μετρητής όξινων οµάδων 2

AjacencyMatrix Πίνακας γειτνίασης 13
Aromatic Μετρητής αρωµατικών ατόµων 2
AtomCount Μετρητής ατόµων 16

Autocorrelation Αυτοσυσχέτιση τοπολογικής δοµής 606
(ή αυτοσυσχέτιση Moreau − Broto)

BCUT Επέκταση του πίνακα Burden 24
BalabanJ ∆είκτης J Balaban (προκύπτει από τη ϑεώρηση 1

του µορίου ως µοριακός γράφος)
BaryszMatrix Πίνακας Barysz (προκύπτει από τη ϑεώρηση 104

του µορίου ως σταθµισµένος µοριακός γράφος)
BertzCT Τοπολογικός δείκτης για την ποσοτικοποίηση 1

της ¨περιπλοκότητας¨ των µορίων)
Bondcount Μετρητής δεσµών 9
CarbonTypes Μεταβλητές σχετικά µε τον 10

υβριδισµό των ανθράκων)
Chi Μοριακή συνδεσιµότητα Χ 56

Constitutional Καταστατικές περιγραφικές µεταβλητές Χ 16
των ατόµων (π.χ. µοριακό ϐάρος)

DetourMatrix Πίνακας Detour (προκύπτει από τη ϑεώρηση 14
του µορίου ως µοριακός γράφος)

DistanceMatrix Πίνακας απόστασης (προκύπτει από τη ϑεώρηση 13
του µορίου ως µοριακός γράφος)

EState Ηλεκτρο-τοπολογική κατάσταση ατόµων 316
EccentricConnectivity ∆είκτης που προκύπτει 1

Index από την εκκεντρότητα των ατόµων
ExtendedTopochemical Ηλεκτρο-τοπολογική κατάσταση των ατόµων 45

Atom
FragmentComplexity ∆είκτης πολυπλοκότητας τεµαχίων 1

Framework Λόγος µοριακού πλαισίου 1
HydrogenBond Μετρητής ατόµων που σχηµατίζουν 2

δεσµούς υδρογόνου
InformationContent Πληροφορίες γειτονικών ατόµων (προκύπτουν από 42

τη ϑεώρηση του µορίου ως µοριακός γράφος)
KappaShapeIndex ∆είκτες µοριακού σχήµατος Κ (προκύπτει από 3

τη ϑεώρηση του µορίου ως µοριακός γράφος)
Lipinski Κανόνας του 5 του Lipinski 2

McGowanVolume Μοριακός όγκος McGowan 1
MoeType Μεταβλητές τύπου MolecularOperatingEnvironment 53
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για υπολογισµούς εµβαδού επιφάνειας µορίου
MolecularDistance ∆ιάνυσµα µοριακής απόστασης-γωνίας 19

Edge
PathCount Μετρητής µονοπατιών κατά 21

µήκος του µοριακού γράφου
Polarizability Ικανότητα πόλωσης του µορίου 2
RingCount Μετρητής δακτυλίων του µορίου 138

RotatableBond Μετρητής δεσµών που επιτρέπουν 2
ελεύθερη περιστροφή

SLogP Συντελεστής µερισµού Wildman − Crippen 2
TopoPSA Εµβαδόν πολικής επιφάνειας µορίου 2

TopologicalCharge Τοπολογικό ϕορτίο 21
TopologicalCharge Τοπολογικοί δείκτες 4
VdwVolumeABC Μοριακός όγκος VanderWaals 1
VertexAdjacency Πληροφορίες γειτνίασης κόµβων 1
Information (προκύπτουν από τη ϑεώρηση

του µορίου ως µοριακός γράφος)
WalkCount Μετρητής περιπάτων (προκύπτουν από τη ϑεώρηση 21

του µορίου ως µοριακός γράφος)
Weight Μοριακό ϐάρος 2

WienerIndex ∆είκτης Wiener (προκύπτει από τη 2
ϑεώρηση του µορίου ως µοριακός γράφος)

ZagrebIndex ∆είκτης Zagreb (προκύπτει από τη 2
ϑεώρηση του µορίου ως µοριακός γράφος)

3D ∆οµικά Χαρακτηριστικά
CPSA Μερικό εµβαδόν αρνητικά ϕορτισµένης 43

επιφάνειας µορίου
GeometricalIndex Γεωµετρική διάµετρος µορίου 4
GravitationalIndex Χαρακτηρισµός κατανοµής 4

µάζας του µορίου
MoRSE Μεταβλητές που σχετίζονται µε την 3D 160

αναπαράσταση µοριακών δοµών ϐασισµένη
σε περίθλαση ηλεκτρονίων

MomentOfInertia Ροπή αδράνειας µορίου 3

Για τη χρήση του λογισµικού mordred χρησιµοποιήθηκε η αντίστοιχη ϐιβλιοθήκη της
Python 3.7.11 [76], καθώς και η ϐιβλιοθήκη rdkit [77]. Συνολικά, παρήχθησαν 1613
µοριακές περιγραφικές µεταβλητές για καθεµία από τις 1457 χηµικές ενώσεις του συνόλου
δεδοµένων. Εποµένως, ο πίνακας σχεδιασµού XXX έχει µέγεθος 1457 × 1613.

Σηµειώνεται ότι πριν την εισαγωγή του στο µοντέλο νευρωνικών δικτύων MLP ο πίνακας
σχεδιασµού υφίσταται κανονικοποίηση. Η κανονικοποίηση αποτελεί µια µέθοδο προεπε-
ξεργασίας των δεδοµένων εισόδου. Με την εφαρµογή της, αποτρέπονται προβλήµατα που
αφορούν την απόδοση των αλγορίθµων ϐελτιστοποίησης. Ειδικότερα, όταν τα δεδοµένα
εισόδου είναι σε διαφορετική κλίµακα, τότε στην ίδια κατάσταση ϑα ϐρίσκονται και οι εκ-
παιδεύσιµες παράµετροι (ϐάρη και biases) του δικτύου που σχετίζονται µε τα αντίστοιχα
δεδοµένα εισόδου. Κάτι τέτοιο µπορεί να οδηγήσει σε µια ¨αδέξια¨ τοπολογία της συνολι-
κής συνάρτησης κόστους, µε αποτέλεσµα ο αλγόριθµος ϐελτιστοποίησης να δίνει έµφαση
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για τον υπολογισµό της παραγώγου σε συγκεκριµένες παραµέτρους. Κανονικοποιώντας
τα δεδοµένα εισόδου σε µια συγκεκριµένη κλίµακα, ϐελτιώνεται αρκετά η διαδικασία
εκπαίδευσής του µέσω ενός αλγορίθµου ϐελτιστοποίησης ϐασισµένου στην µέθοδο gradi-
ent descent [83]. Στην συγκεκριµένη περίπτωση η κανονικοποίηση ενός στοιχείου x του
πίνακα σχεδιασµού XXX λαµβάνει χώρα ως εξής :

z =
x − u

s
(6.3)

όπου z το κανονικοποιηµένο στοιχείο, u και s ο µέσος όρος και η τυπική απόκλιση των
στοιχείων του πίνακα XXX αντίστοιχα.

Η κανονικοποίηση των δεδοµένων εισόδου γίνεται µε χρήση του πακέτου µηχανικής µάθη-
σης scikit-learn [81].

6.4.2 Ανάπτυξη Μοντέλου (Model Development)

Η εκπαίδευση του µοντέλου εµπρόσθιων νευρωνικών δικτύων λαµβάνει χώρα µε χρήση
της ϐιβλιοθήκης της Python Keras [78] του πακέτου µηχανικής µάθησης Tensorflow [79].
΄Ολες οι προσοµοιώσεις γίνονται στο εργαλείο εκτέλεσης προγραµάτων Python Jupyter
Notebook ή στο αντίστοιχο διαδικτυακό notebook της Google, Google Colaboratory. Τα
διαγράµµατα ακρίβειας πρόβλεψης συναρτήσει χρονικών ϐηµάτων παράγονται µέσω του
εργαλείου οπτικοποίησης του tensorflow, tensorboard.

Σε συµφωνία µε την ϑεωρητική παρουσίαση του κεφαλαίου 1, το µοντέλο MLP εκπαιδεύε-
ται µε χρήση του αλγορίθµου οπισθοδιάδοσης (backpropagation) και κατάλληλη επιλογή
αλγορίθµου ϐελτιστοποίησης (ϐλ. υποκεφάλαια 1.3.1,1.2.2). Σε κάθε επανάληψη (ή ε-
ποχή), επιλέγεται η ανανέωση των παραµέτρων του συστήµατος (ϐάρη www και biases b)
να γίνεται µε οπισθοδιάδοση του µέσου όρου µιας παρτίδας (batch) παραδειγµάτων. Με
αυτόν τον τρόπο, επιτυγχάνεται καλύτερη ακρίβεια στην διαδικασία υπολογισµού των νέων
παραµέτρων χωρίς ιδιαίτερη υπολογιστική επιβάρυνση. Το µέγεθος της παρτίδας (batch
size) αποτελεί µια υπερπαράµετρο του συστήµατος, δηλαδή µια παράµετρο που ορίζεται
από τον χρήστη πριν την έναρξη της εκπαίδευσης του µοντέλου. Τόσο αυτή, όσο και οι
υπόλοιπες υπερπαράµετροι πρέπει να καθοριστούν µε τέτοιο τρόπο ώστε το µοντέλο να
παράξει την καλύτερη δυνατή πρόβλεψη. Οι υπερπαράµετροι του µοντέλου MLP µαζί µε
τις τιµές που µπορούν αυτές να λάβουν ϕαίνονται στον παρακάτω πίνακα:

Πίνακας 6.3: Εύρος τιµών των υπερπαραµέτρων του µοντέλου MLP

Υπερπαράµετρος Εύρος τιµών

Αλγόριθµος ϐελτιστοποίησης {Adam, SGD}
Μέγεθος παρτίδας {64,128,256}
Συνάρτηση κόστους ∆ιασταυρούµενη εντροπία
Ρυθµός µάθησης [10−6,10−2]

Συνάρτηση ενεργοποίησης {relu, σιγµοειδής, tanh}
Αριθµός κρυφών στρωµάτων [1,10]
Αριθµός κρυφών νευρώνων [100,1200]

΄Οπως διακρίνεται στον πίνακα 6.10, ως συνάρτηση κόστους επιλέγεται το κόστος διασταυ-
ϱούµενης εντροπίας (cross-entropy loss). Για την υπερπαράµετρο αυτή δεν ϑεωρήθηκε
αναγκαίο να γίνει δοκιµή κάποιας άλλης συνάρτησης κόστους, αφού η διασταυρούµενη
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εντροπία χρησιµοποιείται ευρύτατα και µε καλά αποτελέσµατα σε προβλήµατα ταξινόµη-
σης µέσω νευρωνικών δικτύων. Μάλιστα, στο παρόν πρόβληµα εφαρµόζεται η επέκταση
της διασταυρούµενης εντροπίας για 3 κλάσεις, η οποία στη γενική της µορφή συναντάται
και ως κατηγορική διασταυρούµενη εντροπία (categorical cross-entropy) (για ϑεωρία ϐλ.
παράγραφο 1.3.2).

Η επιλογή αλγορίθµου ϐελτιστοποίησης είναι ιδιαίτερα σηµαντική για την σωστή εκπα-
ίδευση του νευρωνικού δικτύου. Ειδικότερα, µε µια λανθασµένη επιλογή µπορεί να προ-
κύψουν σοβαρά προβλήµατα, όπως αδυναµία σύγκλισης, εξαφανιζόµενες ϐαθµίδες ή και
υπερεκπαίδευση του µοντέλου. ΄Οπως περιγράφηκε στο υποκεφάλαιο 1.2.2 ο ϑεµελι-
ώδης αλγόριθµος ϐελτιστοποίησης των νευρωνικών δικτύων είναι ο Gradient Descent.
Μια παραλλαγή του, ο αλγόριθµος Adam αποτελεί το state-of-the-art στα µοντέλα ϐαθιάς
µάθησης και έτσι, επιλέγεται ως υποψήφιος αλγόριθµος του παρόντος µοντέλου MLP. Για
την σύγκριση των ανωτέρω αλγορίθµων, εκπαιδεύεται το ίδιο µοντέλο µε χρήση των δύο
αλγορίθµων για διάφορους ϱυθµούς µάθησης. Συγκεκριµένα, παρακάτω παρατίθενται σε
2 διαγράµµατα τα αποτελέσµατα ακρίβειας συνόλου εκπαίδευσης και ακρίβειας συνόλου
επαλήθευσης για µοντέλο 7 κρυφών στρωµάτων για εκπαίδευση µε αλγόριθµο Adam και
ϱυθµό µάθησης 5 · 10−6 και για εκπαίδευση µε αλγόριθµο SGD και ϱυθµούς µάθησης
10−3, 5 · 10−2:

Σχήµα 6.5: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων εκπαίδευσης για εκπαίδευση µε αλγόριθµο
Adam και ϱυθµό µάθησης 5 · 10−6 και για εκπαίδευση µε αλγόριθµο SGD και ϱυθµούς µάθησης
10−3, 5 · 10−2
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Σχήµα 6.6: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων επαλήθευσης για εκπαίδευση µε αλγόριθ-
µο Adam και ϱυθµό µάθησης 5·10−6 και για εκπαίδευση µε αλγόριθµο SGD και ϱυθµούς µάθησης
10−3, 5 · 10−2

Παρατηρείται ότι το µοντέλο µε χρήση του αλγορίθµου SGD για ϱυθµό µάθησης ίσο µε
10−3 εκπαιδεύεται πολύ αργά ενώ η καµπύλη ακρίβειας των δεδοµένων εκπαίδευσης τε-
ίνει να παρουσιάσει µέγιστο, γεγονός που υποδηλώνει ότι ο αλγόριθµος ϑα συγκλίνει σε
χαµηλές τιµές ακρίβειας. Από την άλλη, για ϱυθµό µάθησης ίσο µε 5 · 10−2, το µο-
ντέλο εκπαιδεύεται µεν σε ικανοποιητικές τιµές ακρίβειας στα δεδοµένα εκπαίδευσης,
παρουσιάζοντας, όµως, µεγάλη αστάθεια ειδικά στο ξεκίνηµα της εκπαίδευσής του. Α-
κόµη, διαφαίνεται αστάθεια στην ικανότητα πρόβλεψης στα δεδοµένα επαλήθευσης σε όλο
το εύρος των εποχών. Με την χρήση του Adam, το µοντέλο εκπαιδεύεται σταθερότερα
προσεγγίζοντας µεγάλες τιµές ακρίβειας στα δεδοµένα εκπαίδευσης, ενώ υπερνικά σε ι-
κανότητα πρόβλεψης στα δεδοµένα επαλήθευσης και τις δύο περιπτώσεις χρήσης SGD. Η
πολύ χαµηλή τιµή ϱυθµού µάθησης στον Adam συγκριτικά µε τον SGD έχει να κάνει µε
την ϕύση του αλγορίθµου και την µεγαλύτερη ευκολία σύγκλισης (περισσότερες ϑεωρη-
τικές λεπτοµέρειες στο υποκεφάλαιο 1.2.2). Με ϐάση τα παραπάνω, για την εκπαίδευση
του µοντέλου MLP επιλέγεται ο αλγόριθµος ϐελτιστοποίησης Adam.

Με ανάλογο τρόπο αποφασίζεται και η υπερπαράµετρος του µεγέθους παρτίδας (batch
size). Στα παρακάτω διαγράµµατα παρουσιάζεται η ακρίβεια πρόβλεψης στα δεδοµένα
εκπαίδευσης και επαλήθευσης για εκπαίδευση µοντέλου µε τα 3 διαφορετικά µεγέθη
παρτίδας του πίνακα 6.10:
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Σχήµα 6.7: Μοντέλο MLP: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων εκπαίδευσης για εκπαίδευ-
ση µε µεγέθη παρτίδας 64, 128, 256

Σχήµα 6.8: Μοντέλο MLP: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων επαλήθευσης για εκπαίδευ-
ση µε µεγέθη παρτίδας 64, 128, 256

Παρατηρείται ότι όσο µικρότερο το µέγεθος παρτίδας τόσο πιο γρήγορα συγκλίνει σε υψη-
λές τιµές ακρίβειας στα δεδοµένα εκπαίδευσης το µοντέλο. Παρ΄ όλα αυτά, η ακρίβεια στα
δεδοµένα επαλήθευσης δεν αλλάζει όσον αφορά την µέγιστη τιµή της που είναι και το Ϲητο-
ύµενο του προβλήµατος. Η επιλογή ενός υψηλού µεγέθους παρτίδας µπορεί να οδηγήσει
σε µεγάλους υπολογιστικούς χρόνους. Στην περίπτωση του συγκεκριµένου προβλήµατος
MLP, όµως, ο όγκος των δεδοµένων προς επεξεργασία µε ϐάση τους διαθέσιµους πόρους
(Google Colaboratory) δεν επιβαρύνει, ιδιαίτερα, τους χρόνους της προσοµοίωσης. Συµπε-
ϱασµατικά, λοιπόν, το µέγεθος παρτίδας στο επιλεγµένο εύρος (το οποίο είναι το σύνηθες
στη ϐιβλιογραφία) δεν κρίνεται ως σηµαντική υπερπαράµετρος για την απόδοση του µο-
ντέλου. Για το παρόν µοντέλο, επιλέγεται µέγεθος παρτίδας 256, αφού η επεξεργασία
των δεδοµένων για περισσότερα χρονικά ϐήµατα µπορεί τελικά να αποφέρει καλύτερα
αποτελέσµατα, τη στιγµή που οι άλλες µικρότερες τιµές πιθανόν να εµφάνιζαν υπερεκπα-
ίδευση.

Ο καθορισµός των υπολειπόµενων υπερπαραµέτρων, δηλαδή του ϱυθµού µάθησης, της
συνάρτησης ενεργοποίησης, του αριθµού κρυφών στρωµάτων και του αριθµού νευρώνων
σε κάθε κρυφό στρώµα, γίνεται µε εφαρµογή µπεϋζιανής ϐελτιστοποίησης µε γκαουσιανή
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διαδικασία παλινδρόµησης (για ϑεωρητικές λεπτοµέρειες ϐλέπε παράρτηµα Βʹ). Το χαµη-
λό υπολογιστικό κόστος των συγκεκριµένων µοντέλων MLP επιτρέπουν εφαρµογές αλγο-
ϱίθµων ϐελτιστοποίησης υπερπαραµέτρων, όπως η µπεϋζιανή ϐελτιστοποίηση, σε αντίθεση
µε ϐαθύτερα δίκτυα ή δίκτυα µε µεγαλύτερο όγκο δεδοµένων εισόδου, όπως συνελικτικά
δίκτυα µε εικόνες, τα οποία ϐελτιστοποιούνται κυρίως µε εµπειρικό τρόπο ή ϐασίζονται
σε αναγνωρισµένες για την απόδοσή τους αρχιτεκτονικές. Παρ΄ όλα αυτά, για να καθορι-
στούν τα σχετικά εύρη επιτρεπτών τιµών έγιναν δοκιµές µε διάφορες αρχιτεκτονικές MLP.
Συγκεκριµένα, για ϱυθµό µάθησης µεγαλύτερο από 10−2, ο αλγόριθµος ϐελτιστοποίησης
εµφάνιζε απόκλιση µε αδυναµία εκπαίδευσης του µοντέλου, ενώ για τιµές µικρότερες α-
πό 10−6 η εκπαίδευση του µοντέλου ήταν αρκετά αργή. Ως συναρτήσεις ενεργοποίησης
επιλέχθηκαν οι ευρέως χρησιµοποιούµενες σιγµοειδής, υπερβολική εφαπτοµένη και relu
(ϐλ. υποκεφάλαιο 1.3.3). Η χρήση της prelu εµφάνιζε παρόµοια αποτελέσµατα µε την
συνάρτηση relu και αποφασίστηκε να µην συµπεριληφθεί στο εύρος τιµών. Αναφορικά
µε τον αριθµό των κρυφών νευρώνων αποφασίστηκε να τεθεί το όριο, ώστε το δίκτυο να
µην γίνει άσκοπα ϐαθύ για το συγκεκριµένο σύνολο δεδοµένων, κάτι ενδεχοµένως που
ϑα προκαλούσε υπερεκπαίδευση και ϑα αύξανε την υπολογιστική επιβάρυνση. Τέλος, το
εύρος [100,1200] για το αριθµό νευρώνων σε κάθε κρυφό στρώµα κρίθηκε λογικό µε ϐάση
τη διάσταση των στρώµατος εισόδου που ισούται µε 1613 νευρώνες.

Για την ϐέλτιστη επιλογή των παραπάνω υπερπαραµέτρων, λοιπόν, χρησιµοποιήθηκε η ϐι-
ϐλιοθήκη scikit-optimize [80] που ϐασίζεται στο πακέτο µηχανικής µάθησης sci-kit [81]
σε συνδυασµό µε τη ϐιβλιοθήκη keras. Ο αλγόριθµος της γκαουσιανής ϐελτιστοποίησης
έτρεξε για 200 επαναλήψεις σε GPU του Google Colaboratory (NVIDIA Tesla K80 12 GB)
αναζητώντας την καλύτερη ακρίβεια στα δεδοµένα επαλήθευσης στο εύρος τιµών υπερπα-
ϱαµέτρων που ϕαίνονται στον πίνακα 6.10. Ο υπολογιστικός χρόνος ανήλθε στις 2 ώρες
και 13 λεπτά. Τα αποτελέσµατα ήταν τα ακόλουθα:

• Ρυθµός µάθησης = 4.5 · 10−6

• Αριθµός κρυφών στρωµάτων = 6

• Αριθµός νευρώνων σε κάθε κρυφό στρώµα = 650

• Συνάρτηση ενεργοποίησης = ’relu’

Συνοπτικά, οι υπερπαράµετροι που καθορίζουν το µοντέλο ταξινόµησης MLP ϕαίνονται
στο παρακάτω πίνακα:

Πίνακας 6.4: Οι τελικές υπερπαράµετροι του µοντέλου MLP

Υπερπαράµετρος Τιµή

Αλγόριθµος ϐελτιστοποίησης Adam
Μέγεθος παρτίδας 256
Συνάρτηση κόστους ∆ιασταυρούµενη εντροπία
Ρυθµός µάθησης 4.5 · 10−6

Συνάρτηση ενεργοποίησης relu
Αριθµός κρυφών στρωµάτων 6
Αριθµός κρυφών νευρώνων 650

6.4.3 Αποτελέσµατα (Results)

Το µοντέλο νευρωνικών δικτύων εµπρόσθιας τροφοδότησης, εκπαιδεύτηκε για 200 χρονι-
κά ϐήµατα (εποχές). Η αρχιτεκτονική και οι ϱυθµίσεις του µοντέλου καθορίζεται από τις
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τιµές υπερπαραµέτρων του πίνακα 6.8. Για την επικύρωση της απόδοσης του µοντέλου
ακολουθείται η διαδικασία της διασταυρούµενης επικύρωσης, όπως περιγράφηκε στο υ-
ποκεφάλαιο 6.2. Ειδικότερα, επιλέχθηκε 5-fold cross validation. Εποµένως, το σύνολο
των δεδοµένων, όπως ορίζεται από τον πίνακα σχεδιασµού XXX ∈ R1457×1613, χωρίζεται µε
τυχαίο τρόπο σε 5 οµάδες ίσου µεγέθους. Για την εκπαίδευση του µοντέλου χρησιµο-
ποιήθηκε Intel Xeon CPU @ 2 GHz (Google Colaboratory) και οι υπολογιστικοί χρόνοι
για εκπαίδευση 200 εποχών ανήλθαν σε περίπου 2,5 λεπτά. Ακολουθούν διαγράµµατα
ακρίβειας συναρτήσει εποχών τόσο για επικύρωση στα δεδοµένα εκπαίδευσης όσο και για
επικύρωση στα δεδοµένα επαλήθευσης µε ταυτόχρονη απεικόνιση και των 5 folds που
προέκυψαν από το cross-validation:

Σχήµα 6.9: Μοντέλο MLP: αποτελέσµατα 5-fold cross validation ακρίβειας συναρτήσει εποχών στα
δεδοµένα εκπαίδευσης

Σχήµα 6.10: Μοντέλο MLP: αποτελέσµατα 5-fold cross validation ακρίβειας συναρτήσει εποχών
στα δεδοµένα επαλήθευσης

Οι συγκεντρωτικές τιµές των µέτρων επικύρωσης στα δεδοµένα επαλήθευσης, ακρίβειας
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και MCC, µετά την εφαρµογή του 5-fold cross-validation είναι οι ακόλουθες :

Πίνακας 6.5: Αποτελέσµατα ακρίβειας και MCC του µοντέλου MLP

Ακρίβεια MCCMCCMCC
Fold 1 0.69 0.53
Fold 2 0.72 0.58
Fold 3 0.71 0.57
Fold 4 0.68 0.52
Fold 5 0.73 0.59
Σύνολο 0.71 ± 0.020.71 ± 0.020.71 ± 0.02 0.56 ± 0.030.56 ± 0.030.56 ± 0.03

΄Ενας ενδεικτικός πίνακας σύγχυσης που προέκυψε από το 5ο fold του cross-validation
είναι ο εξής :

Πίνακας 6.6: Πίνακας σύγχυσης του µοντέλου MLP

΄Οπως ϕαίνεται στο σχήµα 6.9, το µοντέλο MLP εκπαιδεύεται επιτυχώς στα δεδοµένα εκ-
παίδευσης. Και τα 5 folds του cross validation παρουσιάζουν παρόµοια συµπεριφορά
εκπαίδευσης και προσεγγίζουν ακρίβεια στα δεδοµένα εκπαίδευσης που αγγίζει το 0.95.
Η διαφορά µεταξύ των folds έγκειται στην επικύρωση του µοντέλου µε ϐάση τα δεδοµένα
επαλήθευσης. Η ακρίβεια στα δεδοµένα επαλήθευσης διαφέρει από fold σε fold, γεγονός
που αναδεικνύει την σηµασία εφαρµογής της διαδικασίας cross validation στην εξαγωγή
των αποτελεσµάτων ενός µοντέλου µηχανικής µάθησης. Η τυχαιότητα, δηλαδή, µεταξύ
του διαχωρισµού του συνόλου δεδοµένων σε δεδοµένα εκπαίδευσης και δεδοµένα επα-
λήθευσης µπορεί να επιφέρει µεγάλες διαφορές στις µετρικές τιµές απόδοσης µε κάθε
τρέξιµο του µοντέλου. Στην συγκεκριµένη περίπτωση, ο µέσος όρος των τιµών ακρίβειας
στα δεδοµένα επαλήθευσης ανέρχεται σε 0.71 µε τυπική απόκλιση ίση µε 0.02, ενώ για
τους συντελεστές MCC σε 0.56 µε τυπική απόκλιση 0.03.
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Τόσο ο συντελεστής MCC όσο και ο πίνακας σύγχυσης δίνουν σηµαντικές πληροφορίες για
την ικανότητα πρόβλεψης του µοντέλου σε επίπεδο κλάσης και µπορούν να οδηγήσουν σε
ασφαλέστερα και στιβαρότερα συµπεράσµατα σε σύγκριση µε την ¨φτωχότερη¨ πληροφο-
ϱία που προσφέρει η ακρίβεια. ΄Οπως παρατηρείται στο σχήµα 6.6, το µοντέλο αποδίδει
χειρότερα στην κλάση 2, δηλαδή σε ενδιάµεσες τιµές της συγγένειας πρόσδεσης ενδο-
κρινικών διαταρακτών (logRBA). Περισσότερο διαφωτιστικός είναι ο κανονικοποιηµένος
πίνακας σύγχυσης που προκύπτει µε την κανονικοποίηση κάθε σειράς του πίνακα σύγ-
χυσης ως προς το σύνολο των προβλέψεων ανά κλάση:

Πίνακας 6.7: Κανονικοποιηµένος πίνακας σύγχυσης του µοντέλου MLP

Σύµφωνα µε το σχήµα 6.7, λοιπόν, η ικανότητα πρόβλεψης στις κλάσεις 1 και 3 είναι,
σχεδόν, όµοια µε την ακρίβεια να αγγίζει το 76% και 77% αντίστοιχα. Η ακρίβεια, όµως,
στην κλάση 2 είναι αρκετά µικρότερη και συγκεκριµένα, 63%. Τα παραπάνω δείχνουν
ότι το µοντέλο δυσκολεύεται να ταξινοµήσει ουσίες µε µέτρια συγγένεια πρόσδεσης στους
ERs, όπως αυτή ορίστηκε στον πίνακα 5.1. Η συµπεριφορά αυτή είναι αναµενόµενη αφού
στα όρια των κλάσεων είναι δυνατό να χάνεται ο σαφής διαχωρισµός µεταξύ των κλάσεων ως
προς το δυναµικό πρόσδεσης των ουσιών. Από την άλλη, όµως, η ικανότητα του µοντέλου
στην διάκριση των ενδοκρινικών διαταρακτών σε ασθενείς και ισχυρούς (κλάσεις 1 και 3
αντίστοιχα) είναι σηµαντική για πρακτικούς λόγους, αφού προβλέπεται µε ικανοποιητική
ακρίβεια πόσο επικίνδυνη δύναται να καταστεί µια ουσία για το ενδοκρινικό σύστηµα και
κατ΄ επέκταση την υγεία και ϕυσιολογική λειτουργία του ανθρώπινου οργανισµού.
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6.5 Μοντέλο Νευρωνικών ∆ικτύων Γράφων (Graph Neural Networks
Model)

6.5.1 Κατασκευή ∆εδοµένων Εισόδου (Input Data Construction)

Είσοδο στα νευρωνικά δίκτυα γράφων αποτελούν, συνήθως, γράφοι µε χαρακτηριστικά
(attributed graphs), οι πληροφορίες των οποίων εκφράζονται µέσω του πίνακα γειτνίασης
A ∈ RN×N , του πίνακα χαρακτηριστικών κόµβων X ∈ RN×D και του πίνακα χαρακτηριστικών
ακµών E ∈ RM×F , όπου N ο αριθµός των κόµβων, D ο αριθµός των χαρακτηριστικών του
κάθε κόµβου, M ο αριθµός των ακµών και F ο αριθµός των χαρακτηριστικών των ακµών.
Στο παρόν πρόβληµα, Ϲητούµενο είναι η ταξινόµηση χηµικών µορίων. Εποµένως, είσοδο
στο µοντέλο αποτελεί χηµικός γράφος, του οποίου οι κόµβοι αντιστοιχούν στα άτοµα της
χηµικής ένωσης (εκτός υδρογόνων) και οι ακµές στους δεσµούς της. Επειδή ο τύπος GNN
που χρησιµοποιείται είναι το συνελικτικό δίκτυο γράφων (GCN), το οποίο δεν λαµβάνει
υπόψιν τα χαρακτηριστικά των ακµών, Ϲητούµενο είναι η κατασκευή του χηµικού γράφου
µε πίνακα γειτνίασης και χαρακτηριστικά κόµβων.

Και σε αυτήν την περίπτωση η είσοδος του µοντέλου προκύπτει από τις χηµικές ενώσεις
του συνόλου δεδοµένων αποτυπωµένες στην γραφή SMILES. Η µετατροπή των SMILES
σε χηµικούς γράφους γίνεται µέσω της ϐιβλιοθήκης ϐαθιάς µάθησης για εφαρµογές χη-
µειοπληροφορικής και ϐιοπληροφορικής deepchem [82] και της ϐιβλιοθήκης rdkit [77].
Οι κόµβοι/άτοµα χαρακτηρίζονται µέσω αριθµητικών, αλλά και ποιοτικών µεταβλητών, οι
οποίες µετατρέπονται σε αριθµητικές µέσω one-hot κωδικοποίησης (one-hot encoding).
Σύµφωνα µε την µέθοδο της one-hot κωδικοποίησης, για κάθε ποιοτική µεταβλητή (cate-
gorical variable) δηµιουργείται ένα διάνυσµα από 0 και 1 µήκους ίσου µε το πλήθος των
συµβολικών τιµών (string values) που µπορεί να λάβει η µεταβλητή αυτή. Η συµβολική
τιµή που τελικά εκφράζει την µεταβλητή στον εκάστοτε κόµβο παίρνει την αριθµητική τιµή
1 και όλες οι υπόλοιπες την τιµή 0. ΄Ολα τα διανύσµατα από 0 και 1 που προκύπτουν
συνδέονται σε σειρά συγκροτώντας το διάνυσµα χαρακτηριστικών του εκάστοτε κόµβου.
Σηµειώνεται ότι η one-hot κωδικοποίηση µπορεί να εφαρµοστεί και σε αριθµητικές µε-
ταβλητές, οι οποίες λαµβάνουν καθορισµένες τιµές (συνήθως συγκεκριµένους ακέραιους
αριθµούς). Οι αριθµητικές και οι ποιοτικές µεταβλητές, δηλαδή τα χαρακτηριστικά που
εκχωρούνται στους κόµβους/άτοµα µαζί µε τις τιµές που µπορούν να πάρουν είναι οι
ακόλουθες :

Πίνακας 6.8: Χαρακτηριστικά κόµβων/ατόµων του χηµικού γράφου

Χαρακτηριστικά ατόµων Πιθανές τιµές

Χηµικό στοιχείο [′C′,′ N ′,′ O′,′ S′,′ F ′,′ Si′,′ P′,′ Cl′,′ Br′,′Mg′,
′Na′,′ Ca′,′ Fe′,′ As′,′ Al′,′ I ′,′ B′,′ V ′,′ K′,′ Tl′,

′Yb′,′ Sb′,′ Sn′,′ Ag′,′ Pd′,′ Co′,′ Se′,′ Ti′,′ Zn′,′ Li′,
′Ge′,′ Cu′,′ Au′,′ Ni′,′ Cd′,′ In′,′Mn′,′ Zr′,′ Cr′,′ Pt′,

′Hg′,′ Pb′,′ Unknown′]
Αριθµός γειτονικών ατόµων [0, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10]

(ϐαθµός κόµβου χηµικού γράφου)
Χηµικό σθένος [0, 1, 2, 3, 4, 5, 6]

Αριθµός µονήρων ηλεκτρονίων Μη-αρνητικός ακέραιος αριθµός
Τυπικό ϕορτίο Μη-αρνητικός ακέραιος αριθµός
Υβριδισµός [′SP′,′ SP2′, SP3, SP3D, SP3D2]

Αρωµατικότητα Αληθής ή Ψευδής (1 ή 0)
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Οι τιµές της δεύτερης στήλης του πίνακα 6.8 που ϐρίσκονται σε αγκύλες εισέρχονται στο
διάνυσµα µέσω one-hot κωδικοποίησης, ενώ οι υπόλοιπες (αριθµός µονήρων ηλεκτρονίων,
τυπικό ϕορτίο, αρωµατικότητα) εισέρχονται αυτούσιες. Το τελικό διάνυσµα χαρακτηριστι-
κών ενός ατόµου έχει συνολικό µήκος 75 στοιχείων.

΄Ενα παράδειγµα χηµικής ένωσης (17-ϐ οιστραδιόλη) που υφίσταται την διαδικασία επε-
ξεργασίας ώστε να αποτελέσει είσοδο στο µοντέλο νευρωνικών δικτύων γράφων ϐασισµένο
στο GCN ϕαίνεται παρακάτω:

Σχήµα 6.11: ∆ιαδικασία κατασκευής δεδοµένων εισόδου µοντέλου νευρωνικών δικτύων γράφων

6.5.2 Ανάπτυξη Μοντέλου (Model Development)

Η εκπαίδευση του µοντέλου νευρωνικών δικτύων γράφων λαµβάνει χώρα µε χρήση της
ϐιβλιοθήκης Spektral, η οποία είναι µια εξειδικευµένη ϐιβλιοθήκη για ανάπτυξη νευρωνι-
κών δικτύων γράφων ϐασισµένη στο Keras του tensorflow [84]. ΄Οπως και στην περίπτωση
του µοντέλου MLP, τα python scripts εκτελούνται στο περιβάλλον Google Colaboratory ή
σε Jupyter notebook.

Το µοντέλο GNNs που αναπτύσσεται ϐασίζεται στο συνελικτικό στρώµα του GCN για την
διαδικασία της νευρωνικής ανταλλαγής µηνυµάτων µεταξύ των κόµβων. ΄Οπως περιγράφη-
κε στο υποκεφάλαιο 3.4, ένα µοντέλο νευρωνικών δικτύων γράφων, το οποίο παράγει
προβλέψεις σε επίπεδο γράφων, περιλαµβάνει :
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• στρώµατα ανταλλαγής µηνυµάτων (ή συνελικτικά στρώµατα), όπου οι αναπαρα-
στάσεις των κόµβων ανανεώνονται χρησιµοποιώντας πληροφορίες της γειτονιάς τους
µε απώτερο σκοπό την συλλογή δοµικών πληροφοριών του γράφου (στην συγκεκρι-
µένη περίπτωση, χηµικού µορίου).

• ένα στρώµα υποδειγµατοληψίας, όπου οι αναπαραστάσεις των κόµβων αθροίζονται
µε χρήση µιας στατιστικής συνάρτησης για το σκοπό της παραγωγής µιας καθολικής
αναπαράστασης του γράφου.

• πλήρως συνδεδεµένα στρώµατα (στρώµατα MLP), τα οποία είτε προεπεξεργάζονται
τα χαρακτηριστικά των κόµβων εάν χρησιµοποιούνται πριν το πρώτο συνελικτικό
στρώµα είτε επεξεργάζονται τις αναπαραστάσεις των γράφων µε σκοπό την εξαγωγή
της τελικής πρόβλεψης εάν χρησιµοποιούνται µετά το στρώµα υποδειγµατοληψίας.

΄Οπως και στην περίπτωση του MLP, οι παράµετροι του µοντέλου ανανεώνονται µε τη γνω-
στή διαδικασία της εκπαίδευσης µέσω οπισθο-διάδοσης (back-propagation) µε χρήση ενός
αλγορίθµου ϐελτιστοποίησης. Ο καθορισµός της αρχιτεκτονικής του µοντέλου γίνεται µε
την κατάλληλη επιλογή διαφόρων υπερπαραµέτρων, δηλαδή παραµέτρων του µοντέλου
που ορίζονται από τον χρήστη πριν εκτελέσει την διαδικασία της εκπαίδευσης στα δεδο-
µένα εισόδου. ΄Ενα νευρωνικό δίκτυο γράφων µε είσοδο τους 1457 χηµικούς γράφους του
συνόλου δεδοµένων του παρόντος προβλήµατος καταναλώνει σε σύγκριση µε το αντίστοιχο
µοντέλο MLP αρκετά µεγαλύτερη υπολογιστική ισχύ, µε αποτέλεσµα να κρίνεται απα-
ϱαίτητη η χρήση GPU. Οι περιορισµένοι υπολογιστικοί πόροι που προσφέρει το Google
Colaboratory δεν επέτρεψαν την εφαρµογή ενός αλγορίθµου αυτόµατης επιλογής υπερπα-
ϱαµέτρων, αντίστοιχο µε την µπεϋζιανή ϐελτιστοποίηση στο µοντέλο MLP. ΄Ετσι, η επιλογή
των υπερπαραµέτρων γίνεται µη αυτόµατα και συγκεκριµένα, λαµβάνοντας υπόψιν α-
ντίστοιχες τιµές υπερπαραµέτρων της ϐιβλιογραφίας και εκτελώντας πειράµατα εύρεσης
και επιλογής υπερπαραµέτρων µεταβάλλοντάς τες σε ένα καθορισµένο εύρος και διατη-
ϱώντας τις υπόλοιπες σταθερές. Οι υπερπαράµετροι που καθορίζουν το παρόν µοντέλο
GNNs είναι οι εξής :

• Αλγόριθµος ϐελτιστοποίησης : η συνηθέστερη επιλογή µεταξύ µοντέλων νευρωνικών
δικτύων γράφων είναι ο αλγόριθµος Adam [41] [85] [86]. Παρ΄ όλα αυτά, δοκιµάζεται
και ο ϑεµελιώδης αλγόριθµος ϐελτιστοποίησης Stochastic Gradient Descent.

• Μέγεθος παρτίδας : διάφορες τιµές συνηθίζονται στη ϐιβλιογραφία(64, 512 για το
GraphSage [85], [32,128] για το GINConv [86]). ΄Οπως και στην περίπτωση του
µοντέλου MLP, το µέγεθος παρτίδας σχετίζεται κυρίως µε την ταχύτητα εκπαίδευσης
του µοντέλου χωρίς να επηρεάζει σηµαντικά την απόδοσή του. ΄Ετσι, αποφασίζεται
το εύρος επιλογών να περιλαµβάνει τις ενδεικτικές τιµές {32,64,128,256}.

• Ρυθµός µάθησης: εκτός από απλή επιλογή τιµής ϱυθµού µάθησης, εφαρµόζεται και
πρόγραµµα ϱυθµού µάθησης (learning rate schedule), διαδικασία που ϑα αναλυθεί
παρακάτω.

• Συνάρτηση κόστους : επιλέγεται η συνάρτηση κόστους διασταυρούµενης εντροπίας.

• Συνάρτηση ενεργοποίησης : συνηθέστερη επιλογή στην ϐιβλιογραφία είναι η relu
[41] [85] [86]. Παρ΄ όλα αυτά, πολύ καλά αποτελέσµατα έχει αποδειχθεί ότι παράγει
και η παραλλαγή της relu, prelu [45]. Εποµένως, το εύρος επιλογής περιλαµβάνει
τις δύο αυτές συναρτήσεις.

• Αριθµός συνελικτικών στρωµάτων: η επιλογή ποικίλει ανάλογα µε τον τύπο του
στρώµατος και το πρόβληµα πρόβλεψης. ΄Οπως έχει περιγραφεί στην παράγραφο
3.4.1, όσο ϐαθύτερο το νευρωνικό δίκτυο γράφων, τόσο µεγαλύτερη είναι η ακτίνα
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της γειτονιάς από την οποία οι κόµβοι λαµβάνουν πληροφορίες για την ανανέωσή
τους. Για το συγκεκριµένο πρόβληµα επιλέγεται να δοκιµαστούν 2, 4, 6 και 8
στρώµατα GCN.

• Τύπος στρώµατος υποδειγµατοληψίας : οι συνηθέστερες προτιµήσεις στατιστικών συ-
ναρτήσεων καθολικής υποδειγµατοληψίας και αυτές που δοκιµάζονται στην παρούσα
εργασία είναι το άθροισµα, ο µέσος όρος και το µέγιστο.

• Αριθµός πλήρως συνδεδεµένων στρωµάτων προεπεξεργασίας : αναφέρεται στον α-
ϱιθµό στρωµάτων MLP που επεξεργάζονται τα χαρακτηριστικά των κόµβων πριν την
εισαγωγή τους στα συνελικτικά στρώµατα. ΄Εχει αποδειχθεί ότι η δράση τους είναι
ευεργετική για την εκπαίδευση και επικύρωση του µοντέλου [45]. Επιλέγεται να
δοκιµαστούν 0, 1 και 2 πλήρως συνδεδεµένα στρώµατα προεπεξεργασίας.

• Αριθµός πλήρως συνδεδεµένων στρωµάτων τελικής πρόβλεψης: αναφέρεται στον α-
ϱιθµό στρωµάτων MLP που λαµβάνουν ως είσοδο την αναπαράσταση του γράφου
και παράγουν την τελική πρόβλεψη (στην προκειµένη περίπτωση, ταξινόµηση του
χηµικού γράφου). ∆οκιµάζονται 1, 2 και 3 πλήρως συνδεδεµένα στρώµατα.

• Αριθµός κρυφών νευρώνων στα συνελικτικά στρώµατα: η διάσταση που ορίζει το
µέγεθος των κρυφών αναπαραστάσεων των κόµβων. Το αρχικό µοντέλο GCN χρησι-
µοποιεί 16 και 64 κρυφούς νευρώνες ανάλογα µε το πρόβληµα. Το εύρος επιλογής
στην συγκεκριµένη περίπτωση ϑα περιλαµβάνει 16, 32, 64 και 128 κρυφούς νευ-
ϱώνες. Σηµειώνεται ότι για χάρη απλότητας και οικονοµίας υπολογιστικού χρόνου
τυχόν παρεµβαλλόµενα πλήρως συνδεδεµένα στρώµατα ϑα έχουν τον ίδιο αριθµό
κρυφών νευρώνων (το τελικό στρώµα έχει πάντα αριθµό νευρώνων ίσο µε τις κλάσεις,
στην προκειµένη περίπτωση 3).

• Στρώµα κανονικοποίησης παρτίδας (batch normalization layer): τόσο στα κλασικά
συνελικτικά νευρωνικά δίκτυα όσο και στα νευρωνικά δίκτυα γράφων συνηθίζεται η
εφαρµογή ενός στρώµατος κανονικοποίησης της εισόδου ενός συνελικτικού στρώµα-
τος (ϐλ. υποκεφάλαιο 2.4).

• Dropout: Εφαρµογή dropout για κανονικοποίηση κόστους (ϐλ. παράγραφο 1.3.4).

Οι υπερπαράµετροι και το εύρος επιτρεπτών τιµών τους συνοψίζονται στον ακόλουθο πίνα-
κα:
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Πίνακας 6.9: Εύρος τιµών των υπερπαραµέτρων του µοντέλου GNN

Υπερπαράµετρος Εύρος τιµών

Αλγόριθµος ϐελτιστοποίησης {Adam, SGD}
Μέγεθος παρτίδας {32,64,128,256}
Συνάρτηση κόστους ∆ιασταυρούµενη εντροπία
Ρυθµός µάθησης [10−5,10−2] + Πρόγραµµα ϱυθµού µάθησης

Συνάρτηση ενεργοποίησης {relu, prelu}
Αριθµός συνελικτικών στρωµάτων {2,4,6,8}

Στρώµα υποδειγµατοληψίας {sum, average, max}
Αριθµός πλήρως συνδεδεµένων {0,1,2}
στρωµάτων προεπεξεργασίας

Αριθµός πλήρως συνδεδεµένων {1,2,3}
στρωµάτων τελικής πρόβλεψης
Αριθµός κρυφών νευρώνων {16,32,64,128}

Στρώµατα κανονικοποίησης παρτίδας {True, False}
Στρώµατα Dropout {True, False}

΄Οπως αναφέρθηκε στην παρουσίαση των υπερπαραµέτρων, εκτός από απλή επιλογή τιµών
ϱυθµού µάθησης, επιλέγεται και η εφαρµογή προγράµµατος ϱυθµού µάθησης (learning
rate schedule), όρος που συναντάται στη ϐιβλιογραφία και ως ϕθορά ϱυθµού µάθησης
(learning rate decay). Ως γνωστόν, µια µικρή τιµή ϱυθµού µάθησης µπορεί να αποφέρει
καλά αποτελέσµατα επικύρωσης, αλλά µε πολύ αργή εκπαίδευση, τη στιγµή που µια µε-
γάλη τιµή µπορεί να επιταχύνει την σύγκλιση σε υψηλές τιµές ακρίβειας στα δεδοµένα
εκπαίδευσης µε υπερπροσαρµογή και άσχηµα αποτελέσµατα στα δεδοµένα επαλήθευσης.
Πολλές ϕορές, προτιµάται η µεταβολή του ϱυθµού µάθησης και συγκεκριµένα, η ελάτ-
τωση του µε τα χρονικά ϐήµατα της εκπαίδευσης. Κάτι τέτοιο επιτρέπει µεγάλες αλλαγές
των εκπαιδεύσιµων παραµέτρων στο ξεκίνηµα της εκπαίδευσης και µικρότερες αλλαγές
που έχουν τον χαρακτήρα της λεπτής ϱύθµισης (fine-tuning) προς το τέλος της εκπαιδευ-
τικής διαδικασίας [7]. Το πρόγραµµα ϱυθµού µάθησης που εφαρµόζεται ακολουθεί την
εκθετική ϕθορά και ορίζεται ως εξής :

η = η0rdexp

(
t

td

)
(6.4)

όπου η0 ο αρχικός ϱυθµός µάθησης, rd, td, ο ϱυθµός ϕθοράς (decay rate) και οι εποχές
ϕθοράς (decay epochs) αντίστοιχα, παράµετροι που καθορίζουν τον ϱυθµό ϕθοράς και
την τελική τιµή του ϱυθµού µάθησης, και t το χρονικό ϐήµα (εποχή) της εκπαιδευτικής
διαδικασίας.

Ακολουθεί πείραµα αναζήτησης κατάλληλου ϱυθµού µάθησης µε τιµές ϱυθµού µάθησης
10−3 και 10−4, καθώς και πρόγραµµα εκθετικής ϕθοράς µε αρχική τιµή ϱυθµού µάθη-
σης το 10−3 (µια τιµή που επιτρέπει µεγάλες αλλαγές ϐαρών και εκπαιδεύει γρήγορα το
δίκτυο), ϱυθµό ϕθοράς 0.2 και εποχές ϕθοράς 1200. Σηµειώνεται ότι το µοντέλο ϐελτι-
στοποιείται µε Adam, περιέχει 4 συνελικτικά στρώµατα GCN και εκπαιδεύεται για 600
εποχές.
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Σχήµα 6.12: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων εκπαίδευσης για εκπαίδευση µε αλγόριθ-
µο Adam και ϱυθµούς µάθησης 10−3,10−4 και εκθετική ϕθορά ϱυθµού µάθησης µε αρχικό ϱυθµό
µάθησης 10−3, ϱυθµό ϕθοράς 0,2 και 1200 εποχές ϕθοράς.

Σχήµα 6.13: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων επαλήθευσης για εκπαίδευση µε αλ-
γόριθµο Adam και ϱυθµούς µάθησης 10−3,10−4 και εκθετική ϕθορά ϱυθµού µάθησης µε αρχικό
ϱυθµό µάθησης 10−3, ϱυθµό ϕθοράς 0,2 και 1200 εποχές ϕθοράς.

΄Οπως παρατηρείται στο σχήµα 6.12, η συµπεριφορά εκπαίδευσης στο σύνολο δεδοµένων
εκπαίδευσης είναι παρόµοια και για τις τρεις επιλογές ϱυθµού µάθησης. ΄Οπως αναµε-
νόταν, για µικρότερο ϱυθµό µάθησης (10−4), η εκπαίδευση είναι πιο αργή και άρα, η
ακρίβεια πρόβλεψης στις 600 εποχές µικρότερη. ΄Οσον αφορά τα δεδοµένα επαλήθευσης,
σύµφωνα µε το σχήµα 6.13, το µοντέλο µε ϱυθµό µάθησης 10−3 παρουσιάζει µεγάλη α-
στάθεια στην ακρίβεια πρόβλεψης σε όλο το εύρος των εποχών, γεγονός που υποδηλώνει
εµφάνιση υπερκπαίδευσης. Η συµπεριφορά αυτή ϐελτιώνεται µε ϱυθµό µάθησης 10−4,
ενώ, σχεδόν, εξαλείφεται µε την εκθετική ϕθορά του ϱυθµού µάθησης. Μάλιστα, µε την
εκθετική ϕθορά το µοντέλο επιτυγχάνει τελικά την καλύτερη ακρίβεια πρόβλεψης στα δεδο-
µένα επαλήθευσης. Εποµένως, η επιλογή αυτή για πρόγραµµα ϱυθµού µάθησης κρίνεται
ικανοποιητική και εφαρµόζεται στο τελικό µοντέλο GNN. Σηµειώνεται ότι δοκιµάστηκαν
και άλλες δοµές εκθετικής ϕθοράς ϱυθµού µάθησης µε αυτήν που παρουσιάζεται παρα-
πάνω να έχει συγκριτικά τα καλύτερα αποτελέσµατα στα δεδοµένα επαλήθευσης.
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΄Αλλη µια σηµαντική υπερπαράµετρος του µοντέλου είναι ο αλγόριθµος ϐελτιστοποίησης.
Οι επιλογές που ερευνώνται είναι ο αλγόριθµος SGD και ο αλγόριθµος Adam. Και στις
δύο περιπτώσεις το µοντέλο 4 συνελικτικών στρωµάτων εκπαιδεύεται για 600 εποχές µε
ϱυθµό µάθησης που προκύπτει από την εκθετική ϕθορά.

Σχήµα 6.14: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων εκπαίδευσης για εκπαίδευση µε αλ-
γόριθµο Adam και αλγόριθµο SGD µε ϱυθµό µάθησης που προκύπτει από εκθετική ϕθορά µε
αρχικό ϱυθµό µάθησης 10−3, ϱυθµό ϕθοράς 0,2 και 1200 εποχές ϕθοράς. Το µοντέλο περιέχει 4
συνελικτικά στρώµατα και εκπαιδεύεται για 600 εποχές.
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Σχήµα 6.15: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων επαλήθευσης για εκπαίδευση µε αλ-
γόριθµο Adam και αλγόριθµο SGD µε ϱυθµό µάθησης που προκύπτει από εκθετική ϕθορά µε
αρχικό ϱυθµό µάθησης 10−3, ϱυθµό ϕθοράς 0,2 και 1200 εποχές ϕθοράς. Το µοντέλο περιέχει 4
συνελικτικά στρώµατα και εκπαιδεύεται για 600 εποχές.

Η υπεροχή του αλγορίθµου ϐελτιστοποίησης Adam είναι ξεκάθαρη, αφού όπως παρατη-
ϱείται στα σχήµατα 6.14 και 6.15, το µοντέλο συγκλίνει σε υψηλότερες τιµές ακρίβειας
τόσο στα δεδοµένα εκπαίδευσης όσο και στα δεδοµένα επαλήθευσης.

Τέλος, παρουσιάζεται σχηµατικά και η σπουδαίας σηµασίας για την δοµή του µοντέλου
GNN υπερπαράµετρος του πλήθους των συνελικτικών στρωµάτων γράφων. Και εδώ, το
µοντέλο εκπαιδεύεται για 600 εποχές µε χρήση αλγορίθµου Adam και ϱυθµό µάθησης
που προκύπτει από την εκθετική ϕθορά. Παρουσιάζονται οι αποκρίσεις της ακρίβειας
πρόβλεψης για 2, 4, 6 και 8 συνελικτικά στρώµατα:
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Σχήµα 6.16: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων εκπαίδευσης για εκπαίδευση µοντέλου µε
2, 4, 6 και 8 στρώµατα GCN χρησιµοποιώντας αλγόριθµο Adam µε ϱυθµό µάθησης που προκύπτει
από εκθετική ϕθορά µε αρχικό ϱυθµό µάθησης 10−3, ϱυθµό ϕθοράς 0,2 και 1200 εποχές ϕθοράς.
Το µοντέλο εκπαιδεύεται για 600 εποχές.

Σχήµα 6.17: Ακρίβεια πρόβλεψης στο σύνολο δεδοµένων επαλήθευσης για εκπαίδευση µοντέλου µε
2, 4, 6 και 8 στρώµατα GCN χρησιµοποιώντας αλγόριθµο Adam µε ϱυθµό µάθησης που προκύπτει
από εκθετική ϕθορά µε αρχικό ϱυθµό µάθησης 10−3, ϱυθµό ϕθοράς 0,2 και 1200 εποχές ϕθοράς.
Το µοντέλο εκπαιδεύεται για 600 εποχές.

΄Οσον αφορά τα δεδοµένα εκπαίδευσης, από το σχήµα 6.16 συµπεραίνεται ότι όσο αυ-
ξάνονται τα συνελικτικά στρώµατα γράφων τόσο αυξάνεται και η ακρίβεια πρόβλεψης στην
οποία συγκλίνει το µοντέλο GNN στις 600 εποχές. Παρ΄ όλα αυτά, στα δεδοµένα επα-
λήθευσης την καλύτερη απόκριση δίνει το µοντέλο µε τα 4 στρώµατα GCN. Ειδικότερα,
συγκλίνει στην υψηλότερη τιµή ακρίβειας πρόβλεψης παρόλο που το µοντέλο µε τα 8 συ-
νελικτικά στρώµατα επιτυγχάνει µεν σε απόλυτη τιµή µεγαλύτερη ακρίβεια πρόβλεψης,
αλλά σε αρχικό χρονικό ϐήµα. Στην συνέχεια, το µοντέλο αυτό συγκλίνει σε αρκετά χα-
µηλότερη ακρίβεια, γεγονός που υποδηλώνει την εµφάνιση υπερεκπαίδευσης. Εποµένως,
ως ϐέλτιστος αριθµός συνελικτικών στρωµάτων γράφων επιλέγονται τα 4, δηλαδή οι κόµ-

101



ϐοι των χηµικών γράφων ανανεώνονται συλλέγοτας πληροφορίες από την 4-hop γειτονιά
τους.

Με αντίστοιχο τρόπο, καθορίζονται και οι υπόλοιπες υπερπαράµετροι του µοντέλου GNN.
Τα αποτελέσµατα, τα οποία ορίζουν την αρχιτεκτονική του τελικού µοντέλου παρουσιάζο-
νται στον ακόλουθο πίνακα:

Πίνακας 6.10: Τελικές υπερπαράµετροι του µοντέλου GNN

Υπερπαράµετρος Τιµή

Αλγόριθµος ϐελτιστοποίησης Adam
Μέγεθος παρτίδας {128}
Συνάρτηση κόστους ∆ιασταυρούµενη εντροπία
Ρυθµός µάθησης Πρόγραµµα ϱυθµού µάθησης

Συνάρτηση ενεργοποίησης prelu
Αριθµός συνελικτικών στρωµάτων 4

Στρώµα υποδειγµατοληψίας sum
Αριθµός πλήρως συνδεδεµένων 1
στρωµάτων προεπεξεργασίας

Αριθµός πλήρως συνδεδεµένων 2
στρωµάτων τελικής πρόβλεψης
Αριθµός κρυφών νευρώνων 128

Στρώµατα κανονικοποίησης παρτίδας True
Στρώµατα Dropout False

Η σχηµατική αναπαράσταση της αρχιτεκτονικής του µοντέλου GNN ϕαίνεται παρακάτω:
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Σχήµα 6.18: Η αρχιτεκτονική των στρωµάτων του µοντέλου GNN. Με XXX συµβολίζονται τα αρχικά
χαρακτηριστικά των κόµβων, µε UUU (i) οι κρυφές αναπαραστάσεις των κόµβων που παράγονται από
το στρώµα i, µε AAA ο πίνακας γειτνίασης του γράφου, µε GGG(0) και GGG(1) οι κρυφές αναπαραστάσεις
του γράφου και µε GGG η τελική πρόβλεψη σε επίπεδο γράφου.

6.5.3 Αποτελέσµατα (Results)

Η αρχιτεκτονική και οι ϱυθµίσεις του µοντέλου GNN προέκυψαν από τις τιµές των υπερ-
παραµέτρων του πίνακα 6.10. Η εκπαίδευση αποφασίστηκε να διαρκέσει 600 χρονικά
ϐήµατα, καθώς στο τέλος του χρονικού αυτού εύρους η απόδοση στα δεδοµένα επαλήθευ-
σης έχει σταθεροποιηθεί. ΄Οπως και στην περίπτωση του µοντέλου MLP, η επικύρωση
λαµβάνει χώρα µε εφαρµογή 5-fold cross validation. Για την εκπαίδευση του µοντέλου
χρησιµοποιήθηκε η GPU NVIDIA Tesla K80 12 GB µέσω Google Colaboratory. Οι υπο-
λογιστικοί χρόνοι ανήλθαν σε περίπου 8 λεπτά για 600 εποχές εκπαίδευσης. Η απόκριση
της ακρίβειας τόσο στα δεδοµένα εκπαίδευσης όσο και στα δεδοµένα επαλήθευσης µε τα
χρονικά ϐήµατα ϕαίνεται στα ακόλουθα σχήµατα:
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Σχήµα 6.19: Μοντέλο GNN: αποτελέσµατα 5-fold cross validation ακρίβειας συναρτήσει εποχών
στα δεδοµένα εκπαίδευσης

Σχήµα 6.20: Μοντέλο GNN: αποτελέσµατα 5-fold cross validation ακρίβειας συναρτήσει εποχών
στα δεδοµένα επαλήθευσης

Οι συγκεντρωτικές τιµές των µέτρων επικύρωσης στα δεδοµένα επαλήθευσης, ακρίβειας
και MCC, µετά την εφαρµογή του 5-fold cross-validation είναι οι ακόλουθες :

Πίνακας 6.11: Αποτελέσµατα ακρίβειας και MCC του µοντέλου GNN

Ακρίβεια MCCMCCMCC
Fold 1 0.76 0.64
Fold 2 0.72 0.58
Fold 3 0.69 0.54
Fold 4 0.70 0.56
Fold 5 0.73 0.60
Σύνολο 0.72 ± 0.020.72 ± 0.020.72 ± 0.02 0.58 ± 0.030.58 ± 0.030.58 ± 0.03

Επίσης, παρατίθενται ο πίνακας σύγχυσης, καθώς και η κανονικοποιηµένη µορφή του που
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αντιστοιχούν στην καλύτερη πρόβλεψη που προέκυψε από την διαδικασία επικύρωσης (1o
fold του cross validation):

Πίνακας 6.12: Πίνακας σύγχυσης του µοντέλου GNN

Πίνακας 6.13: Κανονικοποιηµένος πίνακας σύγχυσης του µοντέλου GNN

Από τα σχήµα 6.19 παρατηρείται ότι και τα 5 folds που προκύπτουν από τη διαδικασία του
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cross validation έχουν όµοια συµπεριφορά στα δεδοµένα εκπαίδευσης. Συγκεκριµένα,
σε 600 εποχές επιτυγχάνουν ακρίβεια ίση 0.86. Περαιτέρω εκπαίδευση του µοντέλου για
επίτευξη µεγαλύτερης ακρίβειας στα δεδοµένα εκπαίδευσης δεν κρίνεται αναγκαία, κα-
ϑώς σύµφωνα µε το σχήµα 6.20 και στα 5 folds η απόδοση του µοντέλου στα δεδοµένα
επαλήθευσης έχει σταθεροποιηθεί και µεταβάλλεται ελάχιστα. Η µέση τιµή ακρίβειας στα
δεδοµένα επαλήθευσης του µοντέλου GNN αγγίζει το 0.72 µε τυπική απόκλιση µεταξύ
των 5 folds 0.02, ενώ η αντίστοιχη µέση τιµή συντελεστή συσχέτισης Matthews το 0.58
µε τυπική απόκλιση 0.03. Παρατηρείται, λοιπόν, ότι η µέση απόδοση του µοντέλου GNN
είναι ελάχιστα καλύτερη από την αντίστοιχη του µοντέλου MLP. Η επίδοση του πρώτου
fold που προέκυψε από το cross-validation αποτελεί, µάλιστα, την καλύτερη που έχει
παρατηρηθεί αναφορικά µε το συγκεκριµένο σύνολο δεδοµένων χηµικών ουσιών. Σύµ-
ϕωνα µε το σχήµα 6.13, η ακρίβεια σε επίπεδο τρίτης κλάσης αγγίζει το 87%, σε επίπεδο
πρώτης κλάσης το 74% και σε επίπεδο δεύτερης κλάσης το 68%. Η χαµηλότερη απόδοση
στους ενδοκρινικούς διαταράκτες που ανήκουν στην δεύτερη κλάση (δηλαδή µε µέτρια
συγγένεια πρόσδεσης στους υποδοχείς οιστρογόνων) είναι αναµενόµενη για τους λόγους
που εξηγήθηκαν και στα αποτελέσµατα του µοντέλου MLP (παράγραφος 6.4.3). Παρ΄ όλα
αυτά, σε σύγκριση µε το µοντέλο MLP παρατηρείται πολύ µεγαλύτερη ικανότητα πρόβλε-
ψης στην τρίτη κλάση (ισχυροί ενδοκρινικοί διαταράκτες), όπου ϐρίσκονται ουσίες που
µπορούν δυνητικά να καταστούν οι πιο επικίνδυνες (µεταξύ του συνόλου δεδοµένων) για
την υγεία του ανθρώπινου οργανισµού.
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Κεφάλαιο 7

Συµπεράσµατα και Προτάσεις για
Μελλοντική ΄Ερευνα (Conclusions and
Suggestions for Future Research)

Συνοψίζοντας, στην παρούσα διπλωµατική εργασία αναπτύχθηκαν δύο προβλεπτικά µο-
ντέλα ϐαθιάς µηχανικής µάθησης που ως σκοπό έχουν την ταξινόµηση χηµικών ουσιών, οι
οποίες διαταράσσουν το ενδοκρινικό σύστηµα του ανθρώπου, ανάλογα µε την πειραµατική
τιµή συγγένειας πρόσδεσης στους υποδοχείς οιστρογόνων. Το πρώτο µοντέλο δοµήθηκε
µε χρήση ϐαθιάς αρχιτεκτονικής νευρωνικών δικτύων εµπρόσθιας τροφοδότησης (MLP),
ενώ το δεύτερο µε χρήση ϐαθιάς αρχιτεκτονικής νευρωνικών δικτύων γράφων (GNN) που
έχουν ως ϐάση το συνελικτικό δίκτυο γράφων (GCN). Από τα παραπάνω µοντέλα, καθώς
και από το µοντέλο συνελικτικών νευρωνικών δικτύων (CNN) που αναπτύχθηκε από τον
υποψήφιο διδάκτορα Παντελή Καρατζά στο πλαίσιο της διπλωµατικής του εργασίας για
το ∆ΠΜΣ ¨Εφαρµοσµένες Μαθηµατικές Επιστήµες¨ εξάγονται χρήσιµα συµπεράσµατα α-
ναφορικά µε τη χρήση της ϐαθιάς µηχανικής µάθησης σε εφαρµογές προτυποποίησης
σχέσεων µεταξύ χηµικής δοµής και (ϐιολογικής) δράσης χηµικών ουσιών.

7.1 Συµπεράσµατα (Conclusions)

Οι δοµικές ιδιότητες των ενδοκρινικών διαταρακτών του συνόλου δεδοµένων, το οποίο
αντλήθηκε από τον Οργανισµό Τροφίµων και Φαρµάκων των ΗΠΑ, προτυποποιήθηκαν (α)
µε τη χρήση περιγραφικών µεταβλητών που παρήγαγε το λογισµικό mordred και (ϐ) µε τη
χρήση χηµικών γράφων µε χαρακτηριστικά στους κόµβους που παρήγαγαν τα λογισµικά
deepchem και rdkit. Οι παραπάνω υπολογιστικές δοµές αποτέλεσαν δεδοµένα εισόδου σε
ϐαθιά νευρωνικά δίκτυα εµπρόσθιας τροφοδότησης και γράφων αντίστοιχα. Το πρόβληµα
που επιλύεται αποτελεί πρόβληµα ταξινόµησης σε 3 κλάσεις, οι οποίες ορίζονται ανάλογα
µε την σχετική συγγένεια πρόσδεσης των ουσιών (ενός µέτρου του δυναµικού πρόσδεσης)
στους υποδοχείς οιστρογόνων µε τιµή συγγένειας πρόσδεσης αναφοράς αυτήν της 17-ϐ
οιστραδιόλης (logRBA = 2).

Η αρχιτεκτονική του µοντέλου νευρωνικών δικτύων εµπρόσθιας τροφοδότησης (µοντέλο
MLP) καθορίζεται από εφαρµογή µπεϋζιανής ϐελτιστοποίησης σε σηµαντικές υπερπαρα-
µέτρους των νευρωνικών δικτύων. Το τελικό µοντέλο που παράχθηκε ϕαίνεται να εκπαιδε-
ύεται ικανοποιητικά αφενός επειδή η εσωτερική ακρίβεια, δηλαδή η ακρίβεια στα δεδοµένα
εκπαίδευσης, προσεγγίζει το 1 και αφετέρου επειδή σε ένα εύρος 200 χρονικών ϐηµάτων
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εκπαίδευσης τα µέτρα αξιολόγησης του µοντέλου στα δεδοµένα επαλήθευσης σταθερο-
ποιούνται στην µέγιστή τους τιµή. Συγκεκριµένα, µέσω της διαδικασίας διασταυρούµενης
επικύρωσης η µέση ακρίβεια υπολογίστηκε ίση µε 0.71, ενώ ο µέσος συντελεστής συ-
σχέτισης Matthews ίσος µε 0.56. Ιδιαίτερα, ο συντελεστής MCC, όπως και ο πίνακας
σύγχυσης, δίνουν πληροφορίες για την απόδοση του µοντέλου σε επίπεδο κλάσεων. Από
αυτά τα µέτρα αξιολόγησης εξάγεται το συµπέρασµα ότι το µοντέλο επιτυγχάνει ικανο-
ποιητική πρόβλεψη, ιδιαίτερα στις κλάσεις 1 και 3 που αφορούν ουσίες µε ασθενές και
ισχυρό δυναµικό πρόσδεσης αντίστοιχα.

Αναφορικά µε το µοντέλο των ταχύτατα εξελισσόµενων και state of the art νευρωνικών δι-
κτύων γράφων (µοντέλο GNN), η ϐέλτιστη αρχιτεκτονική του επιλέγεται χειροκίνητα µέσω
αναλύσεων ευαισθησίας της απόκρισης εξωτερικής ακρίβειας ως προς τις διάφορες υπερ-
παραµέτρους. Το τελικό µοντέλο προσεγγίζει εσωτερική ακρίβεια ίση µε 0.86 και εξωτερι-
κή µέση ακρίβεια ίση µε 0.72. Τίθεται, λοιπόν, το Ϲήτηµα της κατασκευής ενός µοντέλου
που να εκπαιδεύεται µε υπολογιστικά εφικτό τρόπο σε υψηλότερες τιµές εσωτερικής α-
κρίβειας µε ταυτόχρονη ϐελτίωση των µέτρων αξιολόγησης στα δεδοµένα επαλήθευσης.
Παρ΄ όλα αυτά, το µοντέλο GNN παρουσιάζει συνολικά καλύτερη απόδοση από το µοντέλο
MLP τόσο στην ακρίβεια όσο και στον συνελεστή MCC. Ταυτόχρονα, κατά την διασταυ-
ϱούµενη επικύρωση παρατηρήθηκε και η καλύτερη µοντελοποίηση του συστήµατος µε
την ακρίβεια σε επίπεδο τρίτης κλάσης (ισχυρών ενδοκρινικών διαταρακτών) να αγγίζει το
0.87.

Συµπερασµατικά, τα µοντέλα που αναπτύχθηκαν αποδίδουν καλύτερα από το µοντέλο
συνελικτικών νευρωνικών δικτύων µε είσοδο εικόνες που αναπτύχθηκε σε προηγούµενη
εργασία. Αυτό δείχνει ότι τα κλασσικά νευρωνικά δίκτυα µε είσοδο περιγραφικές µεταβλη-
τές και τα νευρωνικά δίκτυα γράφων αποτελούν τις καλύτερες προσεγγίσεις για πρόβλεψη
χηµικών ιδιοτήτων µε τεχνικές ϐαθιάς µηχανικής µάθησης. Επιπλέον, τα καλύτερα α-
ποτελέσµατα των δεικτών αξιολόγησης του µοντέλου GNN συγκριτικά µε το µοντέλο MLP
αποδεικνύουν την στιβαρότητα των νευρωνικών δικτύων γράφων στην πρόβλεψη ιδιοτήτων
χηµικών ουσιών. Η ¨φυσική¨ αναπαράσταση των χηµικών µορίων ως γράφοι, η οποία
συνοδεύεται από την απουσία ανάγκης κατασκευής και επιλογής µοριακών περιγραφικών
µεταβλητών δηµιουργούν ένα νέο πολλά υποσχόµενο περιβάλλον ανάπτυξης µαθηµατικών
µοντέλων πρόβλεψης χηµικών ιδιοτήτων µε δυνατότητα ϐαθιάς εκπαίδευσης σε µεγάλα
σύνολα δεδοµένων µέσω σύγχρονων τεχνολογικών µέσων, όπως οι GPU.

7.2 Προτάσεις για Μελλοντική ΄Ερευνα (Suggestions for Future Re-
search)

Το άµεσο πεδίο µελλοντικής έρευνας που σχετίζεται µε την παρούσα εργασία αφορά την
ϐελτίωση των προβλεπτικών µοντέλων που αναπτύχθηκαν. Τα περιθώρια ϐελτίωσης του
µοντέλου νευρωνικών δικτύων εµπρόσθιας τροφοδότησης είναι µικρά, καθώς το µοντέλο
καθορίστηκε µε αυτόµατη διαδικασία ϐελτιστοποίησης και περιλαµβάνει πολλές state of
the art ϱυθµίσεις νευρωνικών δικτύων, όπως ο ϐελτιστοποιητής Adam και η συνάρτηση
ενεργοποίησης relu. Μια πιθανή προσέγγιση, παρ΄ όλα αυτά, ϑα ήταν η σύγκριση µε
ένα ¨αβαθές¨ νευρωνικό δίκτυο µικρού αριθµού νευρώνων, το οποίο ϑα προκύπτει από
προσεκτική επιλογή των περιγραφικών µοριακών µεταβλητών. Αναφορικά µε το µοντέλο
νευρωνικών δικτύων γράφων η καλύτερη µοντελοποίηση του συστήµατος µπορεί να επιτευ-
χθεί µε µοντέλα που στηρίζονται σε νεότερες και στιβαρότερες αρχιτεκτονικές νευρωνικής
ανταλλαγής µηνυµάτων. Ιδιαίτερα, ϐελτίωση στην πρόβλεψη χηµικών ιδιοτήτων µπορούν
να ϕέρουν µοντέλα που λαµβάνουν υπόψιν τους κατά την ανανέωση των αναπαραστάσεων
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των κόµβων/ατόµων τα χαρακτηριστικά των ακµών/δεσµών, κάτι που δεν επιτυγχάνεται
µέσω του συνελικτικού δικτύου γράφων (GCN).

Επίσης, το πρόβληµα δύναται άµεσα να αποδεσµευτεί από τα όρια του προβλήµατος ταξι-
νόµησης, το οποίο προέκυψε ως συνέχιση προηγούµενης εργασίας ταξινόµησης εικόνων
χηµικών µορίων τριών κλάσεων, και να µετατραπεί σε πρόβληµα παλινδρόµησης. Με
αυτόν τον τρόπο, ϑα είναι περισσότερο εφικτή η άµεση σύγκριση των µοντέλων ϐαθι-
άς µηχανικής µάθησης µε παλαιότερα QSAR µοντέλα που προτυποποιούν το δυναµικό
πρόσδεσης χηµικών ουσιών στο ενδοκρινικό σύστηµα.

Τέλος, ένα ευρύτερο πεδίο έρευνας αφορά την µοντελοποίηση µέσω ϐαθιών νευρωνικών
δικτύων γράφων εκτός από των σχετικά µικρών διαστάσεων χηµικών µορίων, και µεγα-
λύτερων ϐιοµορίων, όπως πρωτεΐνες και δοµές RNA και DNA, καθώς και άλλων δοµών που
συναντώνται στη ϐιολογία, στη χηµεία και στην επιστήµη των υλικών (όπως νανοϋλικά).
΄Ενας γράφος µπορεί να σχηµατιστεί εάν τα άτοµα ϑεωρηθούν ως κόµβοι, η σχετική ϑέση
των οποίων και άρα, και η γειτονιά τους καθορίζεται από τις αντίστοιχες συντεταγµένες της
3D αναπαράστασης των µορίων. Επίσης, ενδιαφέρον παρουσιάζεται και στην προοπτική
µοντελοποίησης της αλληλεπίδρασης µεταξύ διαφορετικών µορίων µέσω γράφων µε εφαρ-
µογές στην ανακάλυψη ϕαρµάκων (π.χ. αλληλεπίδραση πρωτεΐνης-πρωτεΐνης). Μάλιστα,
και η περίπτωση του προβλήµατος της παρούσας εργασίας ϑα µπορούσε να ϑεωρηθε-
ί ως µια περίπτωση αλληλεπίδρασης µιας χηµικής ουσίας µε έναν πυρηνικό υποδοχέα
(πρωτεΐνη), όπως ο υποδοχέας οιστρογόνων.
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Παράρτηµα Αʹ

Ακρωνύµια και συντοµογραφίες

Adam Adaptive Moment Estimation

ECHA European Chemicals Agency

EADB Estrogenic Activity Database

ED Endocrine Disruptor

ER Estrogen Receptor

GCN Graph Convolutional Network

GNN Graph Neural Network

MLP Multi-Layer Perceptrons

MPNN Message Passing Neural Networks

MSE Mean-Squared Error

PReLU Parametric Rectified Linear Unit

RBA Relative Binding Affinity

REACH Registration, Evaluation,Authorisation and Restriction of Chemicals

ReLU Rectified Linear Unit

SGD Stochastic Gradient Descent

SMILES Simplified Molecular-Input Line-Entry System

QSAR Quantitative Structure Activity Relationships
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Παράρτηµα Βʹ

Μπεϋζιανή Βελτιστοποίηση (Bayes
Optimization)

Κατά ϐάση, τα µοντέλα µηχανικής µάθησης περιέχουν παραµέτρους που ελέγχονται από
τον χρήστη και σε µεγάλο ϐαθµό καθορίζουν την γρηγορότερη και ποιοτικότερη εκπαίδευ-
σή τους. Οι παράµετροι αυτές καλούνται υπερπαράµετροι και στα µοντέλα νευρωνικών
δικτύων µπορεί να είναι ο ϱυθµός µάθησης, η επιλογή αλγορίθµου ϐελτιστοποίησης, ο
αριθµός κρυφών νευρώνων ή ο αριθµός κρυφών στρωµάτων. Προκειµένου να αποφευ-
χθεί µια εµπειρική επιλογή των παραµέτρων αυτών, η οποία ενδεχοµένως ϑα επιφέρει
µια απόδοση του µοντέλου που ϑα αποκλίνει από την ϐέλτιστη, χρησιµοποιούνται µέθο-
δοι αυτόµατης επιλογής υπερπαραµέτρων. Οι µέθοδοι αυτές αντιµετωπίζουν το παραπάνω
πρόβληµα ως ένα πρόβληµα αριστοποίησης αντικειµενικής συνάρτησης, το οποίο προσπα-
ϑούν να λύσουν αλγοριθµικά. Στην παρούσα εργασία ο αλγόριθµος που χρησιµοποιείται
για την ϐέλτιστη επιλογή υπερπαραµέτρων στο µοντέλο MLP είναι η Μπεϋζιανή Βελτιστο-
ποίηση (Bayesian Optimization).

Το πρόβληµα ϐελτιστοποίησης, το οποίο λύνεται µε µπεϋζιανή ϐελτιστοποίηση εκφράζεται
ως εξής :

xxxopt = argmax
xxx∈X

f (xxx), (Βʹ.1)

όπου X ⊂ Rd, f : Rd → R η αντικειµενική συνάρτηση προς µεγιστοποίηση, xxx το διάνυσµα
των παραµέτρων που µεταβάλλονται µέσω επαναληπτικής διαδικασίας και xxxopt το δείγµα
που µεγιστοποιεί την αντικειµενική συνάρτηση f .

Η ϑεµελιώδης ϕιλοσοφία για τον υπολογισµό του ολικού µεγίστου, η οποία πηγάζει από το
ϑεώρηµα του Bayes, συνοψίζεται πίσω από την χρήση όλων των διαθέσιµων πληροφοριών
από πρότερους υπολογισµούς του f (xxx), δηλαδή την αξιοποίηση της πρότερης γνώσης
(prior belief). Αυτό έχει ως αποτέλεσµα την µεγιστοποίηση (ή ελαχιστοποίηση ανάλογα µε
τον στόχο) ¨δύσκολων¨ συναρτήσεων, των οποίων η κυρτότητα µεταβάλλεται (non-convex
functions), µε σχετικά λίγες επαναλήψεις υπολογισµών, αλλά µε κατανάλωση µεγάλης
υπολογιστικής ισχύος στον καθορισµό του επόµενου σηµείου δοκιµής [87]. Πράγµατι,
σύµφωνα µε το ϑεώρηµα του Bayes (εξίσωση Βʹ.2), η ύστερη πιθανότητα ενός ενδεχοµένου
Α, δεδοµένης εµπειρίας Β είναι ανάλογη του γινοµένου της εµπειρίας Β δεδοµένου του
ενδεχοµένου Α επί την πρότερη πιθανότητα του ενδεχοµένου Α.
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P(A|B) =
P(B|A)P(A)

P(B)
(Βʹ.2)

Η µπεϋζιανή ϐελτιστοποίηση αποτελείται από δύο κύρια συστατικά: ένα µπεϋζιανό στα-
τιστικό µοντέλο που προτυποποιεί την αντικειµενική συνάρτηση και µια συνάρτηση εκ-
µάθησης (acquisition function). Το µπεϋζιανό στατιστικό µοντέλο είναι, ουσιαστικά, µια
Γκαουσιανή ∆ιαδικασία Παλινδρόµησης (Gausian Process Regression). Για την περιγρα-
ϕή της γκαουσιανής διαδικασίας παλινδρόµησης έστω ένα πεπερασµένο σύνολο δειγµάτων
x1x1x1, ..., xkxkxk ∈ Rd και το διάνυσµα τιµών της αντικειµενικής συνάρτησης που προκύπτει :
[f (x1x1x1), ..., f (xkxkxk)]. Κάθε ϕορά που µια ποσότητα είναι άγνωστη στην µπεϋζιανή στατιστική,
όπως το παραπάνω διάνυσµα, ϑεωρείται ότι αντλήθηκε τυχαία από µια πρότερη κατανοµή
πιθανοτήτων. Η γκαουσιανή διαδικασία παλινδρόµησης ϑεωρεί ότι η πρότερη αυτή κα-
τανοµή είναι πολυµεταβλητή κανονική, µε ένα συγκεκριµένο διάνυσµα µέσης τιµής και
ένα συγκεκριµένο πίνακα συνδιακύµανσης. Το διάνυσµα µέσης τιµής κατασκευάζεται
υπολογίζοντας τη µέση τιµή κάθε δείγµατος xixixi , i = 1, ..., k, ενώ ο πίνακας συνδιακύµαν-
σης εφαρµόζοντας συνάρτηση συνδιακύµανσης ή πυρήνα ΣΣΣ0 σε κάθε Ϲευγάρι δειγµάτων
(xxx i , xxx j), i, j = 1, ..., k. Ο πυρήνας επιλέγεται µε τέτοιο τρόπο ώστε τα δείγµατα xxx i , xxx j που
ϐρίσκονται πιο κοντά στον χώρο των δειγµάτων εισόδου να έχουν µια µεγάλη ϑετική συ-
σχέτιση, ενσωµατώνοντας την ιδέα ότι οι αντίστοιχες τιµές της αντικειµενικής συνάρτη-
σης πρέπει να είναι πιο παρεµφερείς σε σχέση µε αντίστοιχες, των οποίων τα δείγµατα
ϐρίσκονται µακριά. Ο πυρήνας πρέπει, επίσης, να οριστεί µε τέτοιο τρόπο ώστε ο πίνακας
συνδιακύµανσης που παράγεται να είναι ϑετικά ηµιορισµένος, ανεξάρτητα από το σύνολο
δειγµάτων που επιλέχθηκε. Με ϐάση τα παραπάνω, η πρότερη κατανοµή πιθανοτήτων του
διανύσµατος τιµών της αντικειµενικής συνάρτησης προσεγγίζεται ως εξής [88]:

f (xxx1:k) ∼ N (µµµ0(xxx1:k)),ΣΣΣ0(xxx1:k, xxx1:k)) (Βʹ.3)

΄Εστω ότι παρατηρείται µια κατανοµή f (xxx1:n) χωρίς ϑόρυβο και είναι επιθυµητός ο υπο-
λογισµός της αντικειµενικής συνάρτησης f σε ένα νέο σηµείο x. Για τον σκοπό αυτό,
τίθεται k = n + 1 και xxxk = xxx, έτσι ώστε η πρότερη κατανοµή πιθανοτήτων του διανύσµατος
[f (xxx1:n), f (xxx)] να υπολογίζεται µέσω της εξίσωσης Βʹ.3. Η δεσµευµένη κατανοµή πιθα-
νοτήτων f (xxx)|f (xxx1:n) καλείται ύστερη κατανοµή πιθανοτήτων και υπολογίζεται είτε µέσω
απευθείας εφαρµογής του ϑεωρήµατος Bayes είτε γρηγορότερα και αριθµητικά σταθερότε-
ϱα, µέσω αποσύνθεσης Cholesky. Η ανάλυση των παραπάνω µαθηµατικών διαδικασιών
είναι εκτός του πεδίου της παρούσας εργασίας.

Η χρήση της συνάρτησης εκµάθησης αποσκοπεί στην εύρεση ενός σηµείου xxx το οποίο
ϑα στοχεύει στην ϐελτιστοποίηση της αντικειµενικής συνάρτησης µε ϐάση την συνολική
πρότερη γνώση. Η µπεϋζιανή ϐελτιστοποίηση, αρχικά, υπολογίζει την ύστερη κατανοµή
λαµβάνοντας υπόψιν όλα τα διαθέσιµα δείγµατα και κατόπιν, ένα δείγµα xxxn επιλέγεται
από την συνάρτηση εκµάθησης, η οποία δρα στην τρέχουσα ύστερη κατανοµή. Η τιµή της
συνάρτησης f xxxn εκχωρείται στην µνήµη και το n αυξάνεται προκειµένου να ξεκινήσει µια
νέα επαναληπτική διαδικασία. Τελικά, η µπεϋζιανή ϐελτιστοποίηση τερµατίζει όταν το n
γίνει ίσο µε ένα οριακό N και επιστρέφει στον χρήστη το δείγµα xxxopt, δηλαδή το δείγµα
για το οποίο παρατηρήθηκε η ϐέλτιστη τιµή της αντικειµενικής συνάρτησης [88].

Ο ψευδοκώδικας της µπεϋζιανής ϐελτιστοποίησης ϕαίνεται παρακάτω:
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Εκτέλεσε πρότερη Γκαουσιανή διαδικασία στην f χρησιµοποιώντας τα σηµεία εξερεύνη-
σης
Παρατήρησε f σε n0 σηµεία ανάλογα µε τις αρχικές τιµές των παραµέτρων του πειράµα-
τος
Θέσε n = n0
Απαίτησε N µέγιστο πλήθος δειγµάτων
΄Οσο n ≤ N κάνε:

Ενηµέρωσε ύστερη κατανοµή της f χρησιµοποιώντας όλα τα διαθέσιµα δεδοµένα
Επίλεξε xxxn από την συνάρτηση εκµάθησης, η οποία υπολογίζεται πάνω στην τρέχου-

σα ύστερη κατανοµή
Παρατήρησε yn = f (xxxn)
Αύξησε n

Τέλος επανάληψης όσο
Επίστρεψε xxxopt = argmax

xxx∈X
f (xxx)
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