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ΠΕΡΙΛΗΨΗ

Σκοπός της συγκεκριμένης πτυχιακής εργασίας είναι η κατασκευή ενός μοντέλου που

θα είναι σε θέση να προβλέπει, με όσο το δυνατόν μεγαλύτερη ακρίβεια, ένα σεισμικό γεγονός

στο μέλλον. Για την επίτευξη του σκοπού αυτού, χρειάστηκε να δοκιμαστούν διάφορες

τεχνικές και μοντέλα μηχανικής μάθησης και να αξιολογηθούν με βάση την απόδοση τους,

ώστε το τελικό μοντέλο πρόβλεψης που θα προκύψει, να είναι όσο το δυνατόν πιο

γενικευμένο. Το σύνολο δεδομένων που χρησιμοποιήθηκε, ανακτήθηκε από καταλόγους του

Γεωδυναμικού Ινστιτούτου.

Αρχικά, γίνεται μια σύντομη ανάλυση του γεωλογικού και σεισμοτεκτονικού

υποβάθρου της γεωγραφικής περιοχής μελέτης. Έπειτα, τίθενται τα μαθηματικά θεμέλια που

είναι απαραίτητα για την κατανόηση του τρόπου λειτουργίας των αλγορίθμων. Ειδικότερα,

αναλύονται οι βασικότερες και πιο διαδεδομένες τεχνικές μηχανικής μάθησης που θα

εφαρμοστούν στην περίπτωσή μας. Έτσι, η παρούσα εργασία μπορεί να αποτελέσει έναν

οδηγό για κάποιον που καλείται να πλησιάσει στην πρόβλεψη ενός σεισμού, αντιμετωπίζοντάς

την ως ένα πρόβλημα μηχανικής μάθησης. Χρησιμοποιώντας τον αλγόριθμο γραμμικής

παλινδρόμησης, προσπαθούμε να εκτιμήσουμε μια εμπειρική σχέση που να συνδέει την

αυξημένη συγκέντρωση σεισμικών επικέντρων με ρηξιγενείς ζώνες στην περιοχή μελέτης.

Τέλος, ελέγχεται η μέθοδος των χρονοσειρών για τη διερεύνηση σεισμικότητας, βάσει

των διαθέσιμων δεδομένων για το Μαλιακό Κόλπο. Παρατηρούμε ωστόσο πως η μέθοδος

αυτή οδηγεί σε διαφορές μεταξύ πειραματικών και προβλεπόμενων τιμών, λόγω της

πολυπλοκότητας των μηχανισμών γένεσης σεισμών και περιορισμούς στην ικανότητα

πρόγνωσης.



ABSTRACT

The aim of this thesis is the construction of a model that will be able to predict as

accurately as possible a future seismic event. In order to achieve this goal, various machine

learning techniques and models had to be tested and evaluated in terms of their performance

so that the final prediction model that will result will be as generalized as possible. The dataset

used was retrieved from catalogs of the Greek Institute of Geodynamics.

First, a brief analysis of the geological and seismotectonic background of the

geographical study area is provided. Then, the mathematical foundations necessary to

understand how the algorithms work are laid. In particular, the most basic and widespread

machine learning techniques that will also be applied to our dataset are discussed. Thus, this

can be a guide for someone who is called upon to approach earthquake prediction by treating it

as a machine learning problem. Using the linear regression algorithm, we attempt to estimate

an empirical relationship that links the increased concentration of seismic epicenters with fault

zones in the study area.

Finally, we test the time series method for seismicity investigation based on the

available data for the Malian Gulf. However, we observe that this method leads to differences

between experimental and predicted values due to the complexity of earthquake generation

mechanisms and limitations in the prediction capability.
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ΚΕΦΑΛΑΙΟ 1: ΕΙΣΑΓΩΓΗ – ΣΤΟΧΟΙ ΕΡΕΥΝΑΣ

Δεν υπάρχει αμφιβολία ότι εντός του μεσογειακού χώρου, ο ευρύτερος αιγαιακός

χώρος αποτελεί το τομέα με σημαντική σεισμικότητα. Η συχνότητα και το μέγεθος εκδήλωσης

σεισμών σε μια περιοχή περιγράφουν την «ενεργό τεκτονική» της, ως αποτέλεσμα των

παραμορφώσεων (διαρρήξεων) του γήινου φλοιού, εξαιτίας των τεκτονικών τάσεων

(δυνάμεων) που δρουν σήμερα. Με τον όρο «σήμερα» νοείται ο σημερινός τρόπος

παραμόρφωσης και διάρρηξης γεωλογικών στρωμάτων με ηλικία ως επί το πλείστον μερικών

εκατοντάδων χιλιάδων έως λίγων εκατομμυρίων ετών (Παναγιωτόπουλος & Παπαζάχος, 2008).

Με βάση ιστορικό αρχείο σεισμών άνω των 2.500 χρόνων, ξεκινώντας από τον 6ο

αιώνα π.Χ., έχει εκτιμηθεί ότι ο μέσος όρος της συχνότητας εμφάνισης ισχυρών (M≥ 6)

σεισμών ισούται περίπου με ένα συμβάν κάθε 1,7 χρόνια (Papadopoulos and Kijko 1991).

Παρ’όλα αυτά μόνο μερικά από τα σεισμικά γεγονότα που έχουν καταγραφεί στη διάρκεια των

χρόνων μπορούν να συσχετίζονται με σαφώς καθορισμένα ρήγματα (Pavlides and Caputo

2004).

Περιοχές της γης με αυξημένη ενεργό τεκτονική είναι αναμφίβολα επιρρεπείς στις

καταστροφικές συνέπειες των σεισμών. Τα τεράστια ποσά ενέργειας που εκλύονται κατά τους

σεισμούς υπερβαίνουν κατα πολύ τις αποτρεπτικές δυνατότητες του ανθρώπινου

τεχνολογικού πολιτισμού. Επομένως, αυτό που απομένει είναι ο μετριασμός των συνεπειών

των σεισμών, ακολουθώντας στρατηγικές ετοιμότητας (επαγρύπνηση των κατοίκων της

περιοχής και εκπαίδευσή τους για καταστάσεις εκτάκτου ανάγκης που μπορεί να προκύψουν),

αντισεισμική τεχνολογία (κατασκευή αντισεισμικών κτιρίων, επιλογή κατάλληλης τοποθεσίας

κατασκευής καθώς και έδαφος θεμελίωσης) και αποκατάστασης (Nabian and Meidani, 2018).

Σε κάθε περίπτωση, η ικανότητα «πρόβλεψης» σεισμικών συμβάντων από ένα κρίσιμο

μέγεθος και άνω θα καθιστούσε τα μέτρα πρόληψης πιο αποτελεσματικά.

Νέες τεχνολογίες πληροφορικής, όπως το Internet-of-Things (IoT) (Sachin Kumar et al.

2019), επιτρέπουν το σχεδιασμό συστημάτων έγκαιρης προειδοποίησης σεισμού (Irshad Khan
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et al. 2020). Επιταχυνσιόμετρα, γυροσκόπια, GPS, αισθητήρες Micro Electro Mechanical

Systems (MEMS) κ.α. αλληλοσυνδεδεμένα με Wi-Fi, bluetooth, έχουν υιοθετηθεί ευρέως στην

ανάπτυξη επιστημών σχετικών με τη σεισμολογία με χαμηλό κόστος. Τα MEMS αποτελούν

μικροσκοπικές συσκευές ή συστήματα που συνδυάζουν μηχανικά και ηλεκτρικά εξαρτήματα

(PRIME Faraday Partnership, 2002). Δίκτυα MEMS υψηλής πυκνότητας και παρακολούθησης

υψηλής λεπτομέρειας, απαρτίζουν συστήματα έγκαιρης προειδοποίησης σεισμών και

χαρτογράφησης της έντασης των σεισμών (D’ Alessandro et al., 2019). Ωστόσο, τα

προαναφερθέντα συστήματα μπορούν να αξιοποιηθούν κυρίως για βραχυπρόθεσμη εκτίμηση

της σεισμικότητας.

Από την άλλη, οι σεισμολογικοί σταθμοί καταγράφουν (και διαθέτουν) μεγάλη ποικιλία

και πολλές μορφές σεισμολογικών δεδομένων κατα την καταγραφή σεισμών, τα οποία

παράγονται από τις κινήσεις των ρηγμάτων πλακών (Yokota et al., 2018). Πολλά από τα

δεδομένα που συλλέγονταν κατά τη διάρκεια σεισμικών γεγονότων απλώς αγνοούνταν από

τους σεισμολόγους, επειδή ήταν τόσα πολλά που ήταν αδύνατο να τα αναλύσει ένας

γεωφυσικός.

Τα τελευταία χρόνια γίνονται πολλές προσπάθειες εφαρμογής της μηχανικής μάθησης (ΜΜ)

σε προβλήματα της σεισμολογίας. Το βασικό πλεονέκτημα της μηχανικής μάθησης στη

σεισμική ερμηνεία είναι ότι επιτρέπει την ερμηνεία μεγάλου όγκου δεδομένων αλλά και τη

συσχέτιση διαφόρων τύπων δεδομένων ταυτόχρονα. Επομένως, η σεισμολογική ανάλυση έχει

πλέον ένα πολύ χρήσιμο εργαλείο για την κατανόηση των σεισμικών γεγονότων και την

πρόβλεψη αυτών.

Οι έννοιες της "Τεχνητής Νοημοσύνης" (Artificial Intelligence), της "Βαθιάς Μάθησης"

(Deep Learning) και της "Μηχανικής Μάθησης" (Machine Learning) γίνονται μέρα με τη μέρα

όλο και πιο δημοφιλείς σε κάθε κοινωνία. Η Τεχνητή Νοημοσύνη (ΤΝ) αναφέρεται στην

προσομοίωση της ανθρώπινης νοημοσύνης από μηχανές, των οποίων η λειτουργία είναι

προγραμματισμένη όμοια με την ανθρώπινη σκέψη (Frankenfield, 2021). Ο όρος μπορεί

επίσης να εφαρμοστεί σε κάθε μηχανή που παρουσιάζει χαρακτηριστικά που σχετίζονται με
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τον ανθρώπινο εγκέφαλο, όπως η μάθηση και η επίλυση προβλημάτων. Η ΤΝ αποτελεί έναν

επιστημονικό κλάδο που καλύπτει όλα όσα σχετίζονται με το να γίνουν οι μηχανές πιο ευφυείς.

Η Μηχανική Μάθηση (MΜ) χρησιμοποιείται συνήθως μαζί με την τεχνητή νοημοσύνη,

αλλά αποτελεί υποσύνολο αυτής. Η ΜΜ αναφέρεται σε ένα σύστημα ΤΝ που μπορεί να

«μαθαίνει» από μόνο του με βάση έναν αλγόριθμο. Τα συστήματα που γίνονται όλο και πιο

έξυπνα με την πάροδο του χρόνου χωρίς ανθρώπινη παρέμβαση είναι συστήματα ΜΜ (Εικ.

1.1.). Όταν η Μηχανική Μάθηση εφαρμόζεται σε πολύ μεγάλα σύνολα δεδομένων, τότε

γίνεται λόγος για Βαθιά Μάθηση (Deep Learning).

Εικ. 1.1. Υπάρχουσες μελέτες Τεχνητής Νοημοσύνης και επιστήμης δεδομένων στη σεισμολογία. (α) Απεικόνιση
της αλληλεπίδρασης μεταξύ των τεχνικών ΤΝ και της επιστήμης δεδομένων στη σεισμολογία. (β) Σύνοψη των
δημοσιευμένων σεισμολογικών μελετών με βάση την ΤΝ κατά την περίοδο 1999-2019 (πηγή Jiao & Alavi, 2019).

Η διαφορά της μηχανικής μάθησης από τη στατιστική μπορεί να γίνει κατανοητή με το

εξής παράδειγμα. Από ένα σύνολο μετρήσεων πίεσης, θερμοκρασίας, υγρασίας, ηλιοφάνειας

κλπ αναζητείται η εποχή του έτους που χαρακτηρίζεται από αυτές η στατιστική θα αποφανθεί

είτε καταφατικά είτε αρνητικά στον έλεγχο των διαφόρων υποθέσεων, ενώ η μηχανική

μάθηση θα αποφανθεί με έναν ορισμό (π.χ. «η εποχή του έτους είναι μέσα φθινοπώρου»).

Δηλαδή, ο σχετικός αλγόριθμος θα έχει καταλήξει σε ορισμό, θα έχει «μάθει» ελέγχοντας τις

υποθέσεις.
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Με τη χρήση της μηχανικής μάθησης, ένας γεωφυσικός μπορεί πλέον να

χρησιμοποιήσει μέχρι και το 100% των συλλεγόμενων δεδομένων (Εικ. 1.2.). Μια σεισμολογική

έρευνα που περιλαμβάνει μηχανική μάθηση έχει ως στόχο να υποδείξει την πιθανότητα

εμφάνισης σεισμού σε μια γεωγραφική περιοχή, και έτσι να λαμβάνονται τα κατάλληλα μέτρα.

Στην παρούσα μελέτη, αξιοποιούνται οι δυνατότητες που προσφέρει η μηχανική

μάθηση στην μελέτη της σεισμικότητας στην Στερεά Ελλάδα, και ειδικότερα στην περιοχή του

Μαλιακού Κόλπου. Τόσο η εν λόγω περιοχή όσο και η ευρύτερη Στερεά Ελλάδα, αποτελούν

περιοχές του ελληνικού χώρου με μεγάλη σεισμική δραστηριότητα, με αποτέλεσμα οι

δυνατότητες της μηχανικής μάθησης να είναι πολύτιμες για τη μελέτη της χωροχρονικής

κατανομής της σεισμικότητας στην περιοχή, τη σχέση της τοπικής και περιφερειακής

σεισμικότητας με καταγεγραμμένες τεκτονικές δομές όλων των κλιμάκων, καθώς και στην

εκπόνηση ενός μοντέλου εκτίμησης της σεισμικής «πρόγνωσης».

Εικ. 1.2 (α) Χαρακτηριστικά των σεισμών και των σεισμικών γεγονότων που σημειώθηκαν κατά τη διάρκεια των
ετών 1900-2013 (USGS, 2019), και (β) σεισμική ανάλυση ενισχυμένη με τεχνητή νοημοσύνη στην ανίχνευση
"μικρών" σεισμικών γεγονότων και την αντιμετώπιση «θορυβωδών» δεδομένων (Jiao & Alavi, 2019).

Η γεωγραφική θέση της περιοχής μελέτης της συγκεκριμένης διατριβής απεικονίζεται

ακολούθως (Εικ. 1.3.). Έχοντας πραγματοποιηθεί αρκετές μελέτες σεισμολογικού-

γεωτεκτονικού ενδιαφέροντος στην περιοχή της Θεσσαλίας, μπορούμε να αντλήσουμε από

αυτές χρήσιμα στοιχεία στην παρούσα εργασία για τον Μαλιακό Κόλπο. Τα σεισμικά δεδομένα
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που έχουν συγκεντρωθεί είναι μεγάλου όγκου και απαιτείται η χρήση Μηχανικής Μάθησης για

την προσέγγιση των ερωτημάτων που τέθηκαν παραπάνω.

Εικ. 1.3. Περιοχή μελέτης που οριοθετείται από το κόκκινο παραλληλόγραμμο: Μαλιακός Κόλπος (πηγή: Google
Maps)
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ΚΕΦΑΛΑΙΟ 2: ΓΕΩΛΟΓΙΚΟ – ΣΕΙΣΜΟΤΕΚΤΟΝΙΚΟ ΥΠΟΒΑΘΡΟ
ΠΕΡΙΟΧΗΣ ΜΕΛΕΤΗΣ

Κατά τους Papazachos & Comninakis (1969,1971) ο Ελληνικός χώρος βρίσκεται στο

νοτιότερο τμήμα της ευρασιατικής λιθοσφαιρικής πλάκας και είναι το όριο σύγκρουσης αυτής

με την καταδυόμενη αφρικανική, κατά μήκος του οποίου αναπτύσσεται η χαρακτηριστική

ζώνη Benioff στο Νότιο Αιγαίο.

Εικ. 2.1 Τεκτονικός χάρτης του Β. Αιγαίου όπου παρουσιάζονται πλαγιοκανονικά ρήγματα και η σχέση τους με τη
τάφρο του Β. Αιγαίου. Α: Λεκάνη Αλμωπίας, CM: Κεντρική Μακεδονία, CH: Χαλκηδική SV:Στρυμώνας (Σέρρες), Κ:
Ρήγμα Καβάλας, NAT: Τάφρος Βορείου Αιγαίου, L: Λήμνος, ΑΕ: Άγιος Ευστράτιος, NAF: Ρήγμα Βόρειας Ανατολίας
(δυτικό μέρος). (Pavlides et al 1990)

Εξωτερικά του κυρτού μέρους του αιγαιακού τόξου εντοπίζεται η υποθαλάσσια τάφρος

υποβύθισης (subduction zone), με βάθη μέχρι και 4.200 μέτρα, κατά μήκος της οποίας

βυθίζεται η αφρικανική πλάκα κάτω από την ευρασιατική (Γαλανάκης, 1997). Η μεγάλη
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εξάπλωση της ενεργού παραμόρφωσης του χώρου γίνεται εμφανής από τη σεισμική

δραστηριότητα της περιοχής του Αιγαίου. Η παραμόρφωση δεν περιορίζεται στα όρια των

λιθοσφαιρικών πλακών, αφού ο αγαιακός χώρος διασχίζεται και κατακερματίζεται από μεγάλα

ρήγματα με αποτέλεσμα τη δημιουργία μεγάλων τεκτονικών τεμαχών (Γαλανάκης. 1997).

Όσον αφορά την περιοχή του Βόρειου Αιγαίου, το ρήγμα της Ανατολίας (North

Anatolia Fault) ελέγχει όλες τις κινήσεις μεταξύ Τουρκίας και Ευρασίας και διακλαδίζεται σε

μία σειρά υποπαράλληλων δεξιόστροφων ρηγμάτων οριζόντιας μετατόπισης, που τέμνουν την

ΒΔ Τουρκία και το βόρειο Αιγαίο με διεύθυνση ΒΑ έως ΑΒΑ (Mercier et al, 1991, Taymaz et al.,

1991). Αυτά τα ρήγματα δεν τέμνουν τον κορμό της ηπειρωτικής Ελλάδας γιά να συναντήσουν

την Ελληνική τάφρο. Στην Εικ. 2.1. δίνεται ο τεκτονικός χάρτης του Β. Αιγαίου κατά Pavlides et

al. (1990), στον οποίο παρατηρούμε καλύτερα τα όσα περιγράφηκαν στις δύο τελευταίες

παραγράφους.

Από έρευνες για τη σεισμικότητα της κεντρικής Ελλάδας που έχουν πραγματοποιηθεί

παλαιότερα (Ambraseys and Jackson, 1989), οι σεισμοί μεγέθους M≥ 5.8 κατά την περίοδο

1890-1988, επιδεικνύουν μια μετατόπιση στη διεύθυνση Β- Ν περίπου 45-70 cm. Μετατόπιση

η οποία κατά Ambraseys και Jackson (1989), αναμενόταν να αυξηθεί μετά το 1989 και στα

ακόλουθα χρόνια κατά 50%, γεγονός που επαληθεύεται αργότερα σε μελέτη που

πραγματοποιήθηκε από τους Παναγιωτόπουλο και Παπαζάχο (2008). Η Θεσσαλία, εμφανίζεται

στο πίσω μέρος της λιθοσφαιρικής μικρόπλακας του Αιγαίου και αναμένεται, κατά

Παναγιωτόπουλο & Παπαζάχο (2008), να ασκούνται σε αυτή εφελκυστικές τάσεις με

διεύθυνση περίπου βορρά- νότου. Οι ρωγμές του εδάφους και οι καθιζήσεις έχουν

προκαλέσει εκτεταμένες ζημιές στις κατασκευές και τα δίκτυα κοινής ωφέλειας (δρόμοι,

σιδηρόδρομοι κ.α.) στην πεδιάδα της Θεσσαλίας τις τελευταίες δεκαετίες (Kontogianni et al.,

2006). Το γεγονός ότι αυτές οι ρωγμές είναι παράλληλες σε τεταρτογενή ρήγματα που

ελέγχουν τη δομική εξέλιξη της λεκάνης της Θεσσαλίας -η οποία χαρακτηρίζεται από έντονη

πρόσφατη σεισμική δραστηριότητα- οδήγησε ορισμένους επιστήμονες να τις θεωρήσουν ως

εκδήλωση τεκτονικού ερπυσμού, ακόμη και προμηνύματα μεγάλων μελλοντικών σεισμικών

γεγονότων.
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Ρήγματα μπορούν να εμφανιστούν με διεύθυνση κάθετη σε αυτή της διεύθυνσης όπου

ασκείται η τάση- στην προκειμένη περίπτωση για τάσεις που ασκούνται στη διεύθυνση βορρά-

νότου- παρατηρούνται ρήγματα όπως αυτά που φαίνονται στον ακόλουθο χάρτη (Εικ. 2.2.) σε

διεύθυνση ανατολής- δύσης.

Εικ. 2.2 Μορφοτεκτονικός χάρτης Πελασγίας- Στυλίδας από Δ. Γαλανάκη (1997)

Για την ευρύτερη περιοχή μελέτης γύρω από τον Μαλιακό Κόλπο και κυρίως βόρεια

αυτού, υπάρχουν διαθέσιμα σεισμολογικά και γεωλογικά στοιχεία. Σύμφωνα με αυτά

ασκούνται στη λεκάνη της Θεσσαλίας εφελκυστικές δυνάμεις (Γαλανάκης et al., 1998). Από

γνωστά γεωτεκτονικά μοντέλα, προκύπτει πως οι δυνάμεις αυτές έχουν ως αποτέλεσμα την

επέκταση (εφελκυσμό) του φλοιού της Θεσσαλίας με ταχύτητα περίπου 1 εκατοστό το χρόνο

(1cm/yr), κατά τη διεύθυνση βορά-νότου (Παναγιωτόπουλος και Παπαζάχος, 2008). Ένας από
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τους μεγαλύτερους σεισμούς που έχουν καταγραφεί στην περιοχή είναι αυτός της 30ης

Απριλίου 1954 με μέγεθος Μ = 7.0, ο οποίος εκδηλώθηκε στο μεγαλύτερο γνωστό ρήγμα της

περιοχής, στους Σοφάδες, με μήκος περί τα 50 χιλιόμετρα. Ακολούθως, (Εικ. 2.3),

παρατηρούνται τα κύρια ρήγματα της περιοχής της Θεσσαλίας, ενώ στο τμήμα του χάρτη

εντός του κόκκινου περιγράμματος, απεικονίζεται η μελετηθείσα περιοχή.

Εικ. 2.5 Τεκτονικός χάρτης ευρύτερης μελετηθείσας περιοχής, με ροδόγραμμα συχνότητας ρηγμάτων όπως έχει
αποδωθεί από Γαλανάκη et al. (1998). Τα στοιχεία έχουν προκύψει από ανάλυση αεροφωτογραφιών,
μορφοτεκτονικών δεδομένων και υπαίθριες εργασίες. 1.Ολοκαινικές αποθέσεις. 2.Πλειόκαινο- πλειστόκαινο,
κυρίως από λιομναία και ποταμοχειμάρρεια ιζήματα. 3. Προνεογενές υπόβαθρο. 4. Ρήγματα κανονικά (οδόντωση
προς το κατερχόμενο τέμαχος). 5. Ρήγματα πλαγιοκανονικά με το είδος της συνιστώσας της οριζόντιας
μετατόπισης να είναι εμφανές). 6. Ρήγματα για τα οποία δεν έχει προσδιοριστεί το είδος κίνησης.
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Σύμφωνα με έρευνες στην γειτονική περιοχή της Θεσσαλίας, μία ακόμη αιτία για την

αύξηση της σεισμικής δραστηριότητας στην περιοχή από το 1980 και έπειτα, είναι η

υπεράντληση των υπόγειων υδάτων (Kontogianni et al., 2007). Μια καταγραφή της απόληψης

υπόγειων υδάτων, σε σχέση με το χρόνο, σε μια γεώτρηση στην περιοχή του χωριού Νίκη,

έδειξε ότι μεταξύ 1981-2001 η μέση πτώση της στάθμης του νερού που μετρήθηκε από την

επιφάνεια του εδάφους είναι περίπου 51 m.
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ΚΕΦΑΛΑΙΟ 3: ΜΕΘΟΔΟΛΟΓΙΑ - ΔΕΔΟΜΕΝΑ

3.1. Βασικές έννοιες της μηχανικής μάθησης

Στην ενότητα αυτή περιγράφονται βασικές έννοιες της μηχανικής μάθησης που

ανακαλούνται συχνά στη μεθοδολογία της παρούσας διπλωματικής εργασίας.

3.1.1. Μηχανική μάθηση

Μηχανική μάθηση (machine learning) ονομάζεται το υποπεδίο της επιστήμης των

υπολογιστών, το οποίο έχει προκύψει από τη μελέτη αναγνώρισης προτύπων στην τεχνητή

νοημοσύνη. Εξετάζει κατ’ αυτό τον τρόπο την κατασκευή αλγορίθμων που μπορούν να

«μάθουν» από τα δεδομένα. Οι αλγόριθμοι αυτοί, ως συνέχεια της «μάθησης» στοχεύουν σε

προβλέψεις σχετικές με τα πειραματικά δεδομένα. (Machine Learning). Η μηχανική μάθηση

επομένως, ως κλάδος της επιστήμης των υπολογιστών, συνδέεται ως έννοια και συχνά δεν

διαφοροποιείται από την υπολογιστική στατιστική. Ως Machine Learning ορίζεται: «το

φαινόμενο κατά το οποίο, ένα σύστημα βελτιώνει την απόδοσή του κατά την εκτέλεση μιας

συγκεκριμένης εργασίας χωρίς να υπάρχει ανάγκη να προγραμματιστεί εκ νέου» (Γεωργούλη,

2015).

Έχουν αναπτυχθεί πολλές τεχνικές µηχανικής µάθησης (ΜΜ) που χρησιµοποιούνται ανάλογα

µε τη φύση του προβλήµατος και εµπίπτουν σε ένα από τα παρακάτω δυο είδη:

- Επιβλεπόμενη μάθηση (supervised learning), κατά την οποία το σύστημα καλείται να

«μάθει» μια έννοια ή συνάρτηση από ένα σύνολο δεδομένων, η οποία αποτελεί

περιγραφή ενός μοντέλου.

- Μη-επιβλεπόμενη μάθηση (unsupervised learning), όπου το σύστημα πρέπει από μόνο

του να ανακαλύψει συσχετίσεις ή ομάδες σε ένα σύνολο δεδομένων, δημιουργώντας

έτσι τα λεγόμενα πρότυπα (patterns), χωρίς να είναι γνωστό αν αυτά υπάρχουν, πόσα

και ποιά είναι (Witten et al., 2011).
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Η επιβλεπόμενη εκμάθηση είναι μια λειτουργία της MM στην περίπτωση της οποίας, κάθε

δείγμα αποτελείται από ένα ζευγάρι που περιέχει την επεξηγηματική μεταβλητή x και μια

«καρτέλα» (label), τιμή απόκρισης, y. Ένας αλγόριθμος επιβλεπόμενης μάθησης αναλύει ένα

σύνολο δεδομένων και παράγει μια συνάρτηση f, η οποία μπορεί να χρησιμοποιηθεί στη

συνέχεια για να χαρτογραφήσει (ταξινομήσει) νέα δεδομένα. Με άλλα λόγια, η f καθορίζει την

κλάση άγνωστων δεδομένων. Αυτό το σύνολο δεδομένων ονομάζεται σύνολο εκπαίδευσης ή

δεδομένα εκπαιδευσης (training data) και αποτελείται από γνωστά ζευγάρια δεδομένων (xi,

yi), όπου τα xi είναι οι επεξηγηματικές μεταβλητές (τα χαρακτηριστικά των δεδομένων) και τα

yi είναι οι κλάσεις που ανήκουν τα αντίστοιχα xi. Τα δεδομένα εκπαίδευσης δίνονται σαν

είσοδος στον εκάστοτε αλγόριθμο MM, έτσι ώστε ο τελευταίος να «μάθει» από το σύνολο

δεδομένων (Παός, 2014).

3.1.2. Έννοιες (concepts), τιμές (instances) και μεταβλητές (attributes)

Τα δεδομένα εισόδου μπορεί να έχουν τη μορφή εννοιών (concepts), τιμών (instances)

και μεταβλητών (attributes). Η έννοια που θέλουμε να “μάθει” το σύστημα ονομάζεται

concept (Witten et al., 2011). Τα στοιχεία δεδομένων που χρησιμοποιούνται στη μηχανική

μάθηση και ονομάζονται attributes (Surampudi et al., 2021) αναφέρονται κυρίως σαν

μεταβλητές, πεδία ή προγνωστικοί παράγοντες. Με τη σειρά τους, τα instances αποτελούν τις

διάφορες τιμές που λαμβάνουν οι μεταβλητές attributes. Στα μοντέλα πρόβλεψης, τα

attributes είναι οι παράγοντες πρόβλεψης που επηρεάζουν το αποτέλεσμα. Στα περιγραφικά

μοντέλα, είναι τα στοιχεία πληροφοριών που αναλύονται για φυσικές ομαδοποιήσεις ή

συσχετίσεις. Για παράδειγμα, ένας πίνακας δεδομένων καιρού θα περιέχει attributes όπως το

ποσοστό υγρασίας, τη θερμοκρασία, την ένταση του ανέμου, κ.ο.κ.

3.1.3. Φίλτρα (filters)

Το “φιλτράρισμα” δεδομένων (data filtering) είναι η διαδικασία κατά την οποία, από το

σύνολο των δεδομένων που έχουμε, επιλέγουμε ένα μόνον τμήμα. Το νέο υποσύνολο που

προκύπτει χρησιμοποιείται για τη μελέτη, ενώ η διαδικασία είναι προσωρινή, αφού δεν

καταστρέφουμε τα δεδομένα που αποκλείστηκαν από το φιλτράρισμα, απλώς η διεκπεραίωση
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της “μάθησης” θα πραγματοποιηθεί μόνο στο υποσύνολο δεδομένων που προέκυψε (Facer,

n.d.).

Tα φίλτρα διακρίνονται σε δύο είδη: τα φίλτρα χωρίς επίβλεψη (unsupervised) και με

επίβλεψη (supervised). Στο unsupervised machine learning, έχουμε μόνο ένα σύνολο

δεδομένων εισόδου (χωρίς class), για τα οποία πρέπει να λάβουμε πληροφορίες κατά την

επεξεργασία τους, χωρίς να γνωρίζουμε εκ των προτέρων ποια θα είναι η έξοδος. Ενώ, κατά το

supervised learning, γνωρίζουμε τα δεδομένα εισόδου (επισημασμένα με class σε αυτή την

περίπτωση) και γνωρίζουμε την πιθανή έξοδο του αλγορίθμου. Τα φίλτρα εφαρμόζονται συχνά

σε ένα σύνολο δεδομένων εκπαίδευσης και στη συνέχεια στο αρχείο δοκιμής.

3.1.4. Εξόρυξη δεδομένων (Data Mining)

Στη μηχανική μάθηση, για την εκκίνηση της διαδικασίας επίλυσης ενός προβλήματος

θα πρέπει να συγκεντρώσουμε το σύνολο των δεδομένων. Το δεύτερο στάδιο αφορά στην

προεπεξεργασία των δεδομένων, με στόχο τον καθαρισμό τους από εσφαλμένες, ελλιπείς ή

προβληματικές καταχωρήσεις. Μια τέτοια διαδικασία μπορεί να πραγματοποιηθεί με τη

χρήση φίλτρων όπως είδαμε παραπάνω.

Η διαδικασία εύρεσης μοτίβων και συσχετίσεων, αλλά και ανωμαλιών σε μεγάλα

σύνολα δεδομένων για την πρόβλεψη αποτελεσμάτων, ορίζεται ως εξόρυξη δεδομένων (data

mining.). Ο όρος data mining επινοήθηκε μόλις τη δεκαετία του 1990 και η θεμελίωσή του

περιλαμβάνει τρεις αλληλένδετους επιστημονικούς κλάδους: τη στατιστική, την τεχνητή

νοημοσύνη και τη μηχανική μάθηση. Κατά την τελευταία δεκαετία, η πρόοδος στην

επεξεργαστική ισχύ και στην ταχύτητα μετέτρεψε τις χειροκίνητες, κουραστικές και

χρονοβόρες πρακτικές σε γρήγορη, εύκολη και αυτοματοποιημένη ανάλυση δεδομένων. Συχνά,

όσο πιο σύνθετα είναι τα συλλεγόμενα δεδομένα τόσο περισσότερες πληροφορίες μπορούν

να αντληθούν από αυτά.
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3.1.5. Ταξινόμηση (Classification) και κλάση (class)

Η ταξινόμηση μπορεί να οριστεί ως μια θεματική περιοχή της μηχανικής μάθησης, στην

οποία ζητείται από τη μηχανή (υπολογιστή) να “μάθει” να κατηγοριοποιεί μία συγκεκριμένη

είσοδο δεδομένων. Η προγνωστική μοντελοποίηση ταξινόμησης, είναι το έργο μιας

συνάρτησης απεικόνισης (f) από μεταβλητές εισόδου (x) σε διακριτές μεταβλητές εξόδου (y)

(Asiri, 2018). Κατά τη διάρκεια αυτής, ταξινομούμε τα δεδομένα σε έναν καθορισμένο αριθμό

κατηγοριών έτσι ώστε να μπορούν να χρησιμοποιηθούν αποτελεσματικότερα και

αποδοτικότερα. Η μαθηματική διατύπωση της ταξινόμησης είναι η εξής: για κάθε σημείο

δεδομένων εισόδου x προβλέπεται η κλάση του, y ∈ {1, . . . . , M}.

Ως κλάση (class) επομένως, μπορεί να οριστεί η κατηγορία- τάξη στην οποία

αντιστοιχίζονται τα δεδομένα σε ένα πρόβλημα ταξινόμησης. (Pasumarthy, 2019). Για

παράδειγμα, η ανίχνευση ανεπιθύμητης αλληλογραφίας σε παρόχους υπηρεσιών

ηλεκτρονικού ταχυδρομείου μπορεί να χαρακτηριστεί ως πρόβλημα ταξινόμησης. Πρόκειται

για δυαδική ταξινόμηση, καθώς υπάρχουν μόνο 2 κλάσεις, ως spam και μη spam. Ένας

ταξινομητής χρησιμοποιεί κάποια δεδομένα εκπαίδευσης για να κατανοήσει πώς οι δεδομένες

μεταβλητές εισόδου σχετίζονται με την κλάση. Σε αυτή την περίπτωση, γνωστά μηνύματα

ηλεκτρονικού ταχυδρομείου spam και μη spam πρέπει να χρησιμοποιηθούν ως δεδομένα

εκπαίδευσης. Όταν ο ταξινομητής εκπαιδευτεί με ακρίβεια, μπορεί να χρησιμοποιηθεί για την

ανίχνευση ενός άγνωστου μηνύματος.

Η ταξινόμηση ανήκει στην κατηγορία της μάθησης με επίβλεψη (supervised learning),

όπου οι στόχοι παρέχονται επίσης με τα δεδομένα εισόδου. Οι αλγόριθμοι ταξινόμησης

δεδομένων, ως αποτέλεσμα της “μάθησης”, θα καταλήξουν στα σωστά κριτήρια για να

διαχωρίσουν τα συγκεκριμένα δεδομένα στον δεδομένο αριθμό κλάσεων.

3.1.6. Ομαδοποίηση (clustering)

Η ταξινόμηση (classification) και η ομαδοποίηση (clustering) είναι δύο μέθοδοι

αναγνώρισης προτύπων που χρησιμοποιούνται στη μηχανική μάθηση. Η κύρια διαφορά
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μεταξύ των μεθόδων έγκειται στο γεγονός ότι, η ταξινόμηση χρησιμοποιεί προκαθορισμένες

κλάσεις στις οποίες κατατάσσονται τα αντικείμενα, ενώ η ομαδοποίηση εντοπίζει ομοιότητες

μεταξύ των αντικειμένων, τα οποία ομαδοποιούνται σύμφωνα με τα κοινά χαρακτηριστικά

που τα διαφοροποιούν από άλλες ομάδες αντικειμένων (ανακτήθηκε από

http://www.blog.bismart.com/, 2021).

Επομένως, η ομαδοποίηση χρησιμοποιείται εν απουσία class attribute, και επιδιώκει το

διαχωρισμό των instances σε ορισμένα “φυσικά” γκρουπ ή ομάδες (clusters). Οι συστάδες που

προκύπτουν, πιθανώς αντανακλούν κάποιο μηχανισμό που λειτουργεί στον τομέα από τον

οποίο αντλούνται δεδομένα, ένας μηχανισμός που κάνει ορισμένα instances να έχουν

μεγαλύτερη ομοιότητα μεταξύ τους σε σχέση με τα υπόλοιπα (Witten et al., 2011).

Οι ομάδες που προκύπτουν μπορεί να είναι αποκλειστικές (exclusive)- κάθε instance

ανήκει μόνον σε μία ομάδα- ή και επικαλυπτόμενες (overlapping)- ένα instance μπορεί να

εμφανίζεται σε περισσότερα γκρουπ. Μπορούν επίσης να είναι πιθανοτικές (probabilistic), με

την έννοια πως ένα instance ανήκει σε όλες τις ομάδες με μια συγκεκριμένη πιθανότητα.

3.1.7. Διασταυρούμενη επικύρωση k- αναδιπλώσεων (k-fold cross validation)

Μια από τις λειτουργίες της μηχανικής μάθησης είναι και αυτή της διασταυρούμενης

επικύρωσης. Πρόκειται για μια στατιστική μέθοδο που χρησιμοποιείται για την εκτίμηση της

ικανότητας των μοντέλων ΜΜ σε αθέατα δεδομένα (Brownlee, 2018). Η διαδικασία έχει μία

μόνο παράμετρο που ονομάζεται k και αναφέρεται στον αριθμό των ομάδων στις οποίες

πρέπει να χωριστεί ένα σύνολο δεδομένων. Εξ’ ού και το k-fold cross-validation. Όταν

επιλέγεται μια συγκεκριμένη τιμή για το k, μπορεί να χρησιμοποιηθεί αντί του k στην αναφορά

του μοντέλου.

Όπως σημειώθηκε παραπάνω, η διασταυρούμενη επικύρωση στοχεύει στην

αξιολόγηση ενός μοντέλου που επεξεργάζεται νέα δεδομένα. Αφορά δηλαδή στη χρήση ενός

περιορισμένου δείγματος, προκειμένου να εκτιμηθεί πώς αναμένεται να αποδώσει γενικά το
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μοντέλο όταν εφαρμόζεται για να κάνει προβλέψεις σε δεδομένα που δεν χρησιμοποιήθηκαν

κατά την εκπαίδευσή του. Η διαδικασία εκτελείται ως εξής:

1. Πραγματοποιείται τυχαίο «ανακάτεμα» του συνόλου δεδομένων

2. Το σύνολο δεδομένων χωρίζεται σε k ομάδες

3. Για κάθε ξεχωριστή ομάδα:

α) η πρώτη ομάδα λαμβάνεται ως σύνολο δεδομένων αναμονής ή δοκιμής.

β) οι υπόλοιπες μονάδες λαμβάνονται ως σύνολο δεδομένων εκπαίδευσης

γ) ένα μοντέλο- αλγόριθμος προσαρμόζεται στο σύνολο εκπαίδευσης και εφαρμόζεται

στο σύνολο δοκιμής

δ) απορρίπτουμε το μοντέλο κρατώντας όμως τη βαθμολογία αξιολόγησής του, την

απόδοσή του δηλαδή.

4. Συγκεντρώνοντας ένα δείγμα βαθμολογιών- αποδόσεων κάθε ομάδας, συνοψίζουμε την

ικανότητα του μοντέλου (Brownlee, 2018).

3.1.8. Γραμμή Αναφοράς (baseline)

Ως γραμμή αναφοράς (baseline), ορίζεται γενικότερα ένα σταθερό σημείο αναφοράς με

συγκεκριμένη αριθμητική τιμή που χρησιμοποιείται για σκοπούς σύγκρισης. Πρόκειται δηλαδή

για έναν «πήχη», τον οποίο το έργο (η ταξινόμηση στην περίπτωσή μας) μπορεί να υπερβεί ή

και να μην τον φτάσει. Στη μηχανική μάθηση, η βάση αναφοράς αποτελείται από τις

αναμενόμενες τιμές ή συνθήκες με τις οποίες συγκρίνονται όλες οι επιδόσεις. Είναι δυνατόν

να χρησιμοποιηθούν αυτές οι αναμενόμενες τιμές για να μετρηθεί η απόδοση της baseline (π.χ.

ακρίβεια) - αυτή η μέτρηση θα γίνει στη συνέχεια το μέτρο με το οποίο θα συγκριθούν μεταξύ

τους διαφορετικοί αλγόριθμοι μηχανικής μάθησης.
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Για τον υπολογισμό της απόδοσης μίας baseline, αρκεί να υπολογιστεί ο μέσος όρος

των καταχωρήσεων δεδομένων αθροίζοντας τους αριθμούς και διαιρώντας το άθροισμα με

τον αριθμό των καταχωρίσεων. Ο αριθμός που προκύπτει είναι ο μέσος όρος της βάσης

δεδομένων μας. Για παράδειγμα, τα δεδομένα 100, 300 και 200 θα αποτελέσουν μέσο όρο ως

(100+300+200) / 3, που ισούται με 200. Όταν η γραμμή αναφοράς μας πλησιάζει πολύ στον

μέσο όρο αυτό, τότε θεωρούμε πως έχουμε μία ακριβή baseline. Θα μπορούσαμε να

εξηγήσουμε καλύτερα τη σημασία της baseline με την ακόλουθη αναπαράσταση (Εικ. 3.1).

Εικ. 3.1. Μεταφορική αναπαράσταση baseline. Απεικονίζεται η εκκίνηση επεξεργασίας ενός προβήματος MΜ με
τη δημιουργία baseline, η έρευνα και οι βελτιώσεις που πραγματοποιούνται στη συνέχεια επί της πρώτης και
τελικά η πρόοδος του μοντέλου.

Η πιο πάνω αναπαράσταση είναι μια μεταφορά, που δείχνει πώς τα "καλά"

αποτελέσματα μπορεί να είναι παραπλανητικά αν τα συγκρίνουμε με μια αδύναμη baseline.

Μια φαινομενικά αισιόδοξη πρόοδος μπορεί να είναι απατηλή λόγω μιας αδύναμης γραμμής

αναφοράς, όπως ακριβώς μια αλυσίδα μπορεί να είναι ευάλωτη όταν ένας μόνο κρίκος είναι

αδύναμος. Ως εκ τούτου, πρέπει να είμαστε ιδιαίτερα προσεκτικοί όταν παρουσιάζουμε
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βελτιώσεις σε σχέση με μια baseline, καθώς οι βελτιώσεις αυτές μπορεί να μην είναι

δικαιολογημένες.

3.1.9. Δέντρο Απόφασης (Decision Tree)

Τα δένδρα αποφάσεων (decision trees) θυμίζουν διαγράμματα ροής, όπου κάθε

εσωτερικός κόμβος αντιπροσωπεύει μια δοκιμή που συμβαίνει σε ένα attribute και κάθε

κλάδος αντιπροσωπεύει ένα τέλος της δοκιμής.

Εικ. 3.2 Αναπαράσταση ενός δέντρου αποφάσεων. Παρατηρούνται οι τρεις κόμβοι του δέντρου που είναι
αντίστοιχα οι "Outlook", "Humidity" και "Wind"

Η δοκιμή αυτή μπορεί να είναι για παράδειγμα μια ανισότητα, η οποία οδηγεί σε

διαφορετικό αποτέλεσμα ανάλογα με το αν ικανοποιείται ή όχι. H κλάση (class)

αντιπροσωπεύεται από κάθε κόμβο φύλλου (leaf) ή από τερματικό κόμβο. Δεδομένου κάθε

συνόλου καταχωρήσεων, η τιμή του attribute των καταχωρήσεων ελέγχεται δίπλα στο δέντρο

απόφασης. Μια διαδρομή ανιχνεύεται ξεκινώντας από τη ρίζα σε έναν κόμβο φύλλου που
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περιέχει την πρόβλεψη κλάσης και χρησιμοποιείται για το σύνολο των καταχωρήσεων (Εικ.3.2).

Είναι ένα από τα μοντέλα πρόβλεψης που χρησιμοποιούνται στη στατιστική, την εξόρυξη

δεδομένων και τη μηχανική μάθηση. Ένα δέντρο απόφασης μπορεί να κατασκευαστεί σχετικά

γρήγορα στη μηχανική μάθηση σε σύγκριση με άλλες μεθόδους ταξινόμησης (Saravanan and

Gayathri, 2018).

3.1.10. Υπερπροσαρμογή μοντέλου (οverfitting)

Στη μηχανική μάθηση επιδιώκεται η κατασκευή ενός μοντέλου το οποίο να είναι

αρκετά πολύπλοκο ώστε να αποτυπώνει το σύστημα που μοντελοποιείται, αλλά όχι τόσο

πολύπλοκο ώστε να αρχίσει να προσαρμόζεται στο θόρυβο των δεδομένων εκπαίδευσης. Αυτό

σχετίζεται με την υποπροσαρμογή (underfitting) και την υπερπροσαρμογή (overfitting) ενός

μοντέλου στα δεδομένα. Πρόκειται ουσιαστικά -στην περίπτωση του overfitting- για

παραγωγή ενός μοντέλου μηχανικής μάθησης το οποίο είναι στενά συνδεδεμένο στα

δεδομένα που δόθηκαν ως είσοδος.

Ως αποτέλεσμα, το μοντέλο αυτό έχει “υπερπροσαρμοστεί” στις δικές μας

καταχωρήσεις εισόδου, χωρίς να μπορεί να λειτουργήσει κατάλληλα όταν θα θελήσουμε να το

χρησιμοποιήσουμε σε άλλα σετ δεδομένων. Έχει προκύψει με άλλα λόγια ένας “κανόνας”, ο

οποίος δεν μπορεί να γενικευθεί σε περισσότερες περιπτώσεις και άρα έχει περιορισμένες

εφαρμογές (Witten, 2013).

Για να γίνει πιο κατανοητή η έννοια της υπερπροσαρμογής, ας υποθέσουμε ότι ως

είσοδο έχουμε δεδομένα που σε σύστημα αξόνων Χ-Υ σχηματίζουν μια παραβολή, στην

προσαρμογή της οποίας χρησιμοποιείται ένα πολυώνυμο ανώτερης τάξης. Επειδή έχουμε

φυσικό θόρυβο στα δεδομένα που χρησιμοποιήθηκαν για την προσαρμογή (αποκλίσεις από

την τέλεια παραβολή), το υπερβολικά πολύπλοκο μοντέλο αντιμετωπίζει αυτές τις

διακυμάνσεις και τον θόρυβο σαν να ήταν εγγενείς ιδιότητες του συστήματος και προσπαθεί

να προσαρμοστεί σε αυτές. Το αποτέλεσμα είναι ένα μοντέλο που έχει υψηλή διακύμανση (Εικ.

3.3.). Αυτό σημαίνει ότι δεν θα έχουμε συνεπείς προβλέψεις μελλοντικών αποτελεσμάτων.
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Εικ. 3.3. Η συνάρτηση του μοντέλου έχει υπερβολική πολυπλοκότητα (παράμετροι) για να προσαρμοστεί σωστά
στην πραγματική συνάρτηση (Butler, 2018)

3.1.11. Μάθηση συνόλου (ensemble learning)

Η μάθηση συνόλου (ensemble learning) είναι ένας τύπος μηχανικής μάθησης όπου

πολλαπλοί αλγόριθμοι (learners) εκπαιδεύονται για την επίλυση του ίδιου προβλήματος. Σε

αντίθεση με τις συνηθισμένες προσεγγίσεις μηχανικής μάθησης που προσπαθούν να μάθουν

μια υπόθεση από τα δεδομένα εκπαίδευσης, οι μέθοδοι ensemble learning προσπαθούν να

κατασκευάσουν ένα σύνολο υποθέσεων και να τις συνδυάσουν για να τις χρησιμοποιήσουν. Η

ικανότητα γενίκευσης ενός συνόλου είναι συνήθως πολύ ισχυρότερη από εκείνη των βασικών

αλγόριθμων (base learners). Στην πραγματικότητα, η μάθηση συνόλου είναι ελκυστική, επειδή
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είναι σε θέση να ενισχύσει βασικούς αλγόριθμους, οι οποίοι γι’ αυτό το λόγο αναφέρονται

συχνά και ως αδύναμοι αλγόριθμοι (weak learners) (Zhou, 2009). Παράλληλα, γίνεται λόγος

για meta learners. Οι συγκεκριμένοι αλγόριθμοι μηχανικής μάθησης «εκπαιδεύονται» από

την έξοδο άλλων αλγορίθμων μηχανικής μάθησης (Brownlee, 2020). Με άλλα λόγια, η μετα-

μάθηση απαιτεί την παρουσία άλλων αλγορίθμων μάθησης που έχουν ήδη εκπαιδευτεί σε

δεδομένα (Εικ. 3.4).

Εικ. 3.4. Δομή Ensemble Learning: παρατηρούμε στο άνω μέρος της εικόνας την «επιτροπή» τριών διαφορετικών
αλγορίθμων οι οποίοι ταξινομούν το σύνολο δεδομένων με διαφορετικό τρόπο ο καθένας. Με μαύρο bold
περίγραμμα εντοπίζονται τα λάθος ταξινομημένα instances από κάθε ταξινομητή τα οποία και διαφέρουν. Επίσης,
από κάθε ταξινόμηση προκύπτουν και τα αντίστοιχα όρια απόφασης, τα οποία στη συνέχεια περνούν από την
«ψηφοφορία». Δεν πρόκειται για κάτι άλλο πέρα από μια διαδικασία εύρεσης του ορίου απόφασης που
ικανοποιεί καλύτερα και τους τρεις ταξινομητές που συμμετέχουν στην «επιτροπή»



22

Είναι αξιοσημείωτο ότι παρόλο που οι περισσότερες θεωρητικές αναλύσεις εργάζονται

σε αδύναμους εκπαιδευόμενους, οι εκπαιδευόμενοι βάσης (baseline learners) που

χρησιμοποιούνται στην πράξη δεν είναι απαραίτητα αδύναμοι, καθώς η χρήση όχι και τόσο

αδύναμων εκπαιδευόμενων βάσης συχνά οδηγεί σε καλύτερες επιδόσεις. Στη μάθηση

συνόλου λοιπόν χρησιμοποιείται μια “επιτροπή” περισσότερων αλγορίθμων οι οποίοι

“ψηφίζοντας” οδηγούν σε ακριβέστερα αποτελέσματα (Εικ. 3.4).

Αρκετές τεχνικές machine learning πραγματοποιούν τη διαδικασία αυτή μαθαίνοντας

ένα σύνολο (ensemble) μοντέλων και χρησιμοποιώντας τα σε συνδυασμό. Τέτοιες τεχνικές

είναι και τα συστήματα που ονομάζονται bagging, boosting και stacking. Πρόκειται για τεχνικές

που μπορούν να εφαρμοστούν σε εργασίες ταξινόμησης αλλά και σε προβλήματα αριθμητικής

πρόβλεψης. Το κύριο μειονέκτημα των συνδυαστικών αυτών μοντέλων είναι το γεγονός ότι η

δομή τους είναι αρκετά δύσκολο να αναλυθεί. Δεδομένου ότι αποτελούνται συνήθως από

δεκάδες έως και εκατοντάδες μεμονωμένα μοντέλα, δεν είναι εύκολο να κατανοήσει κανείς

διαισθητικά ποιοι παράγοντες συμβάλλουν στην τελική βελτίωση των αποφάσεων (Witten et

al., 2011).

3.1.12. Bagging (bootstrap aggregating- συσσωμάτωση)

Το bagging πραγματοποιεί αναδειγματοληψία του συνόλου εκπαίδευσης (training set),

σκοπεύοντας στην βελτίωση ενός ταξινομητή. Λαμβάνονται δηλαδή ισάριθμα υποσύνολα -τα

λεγόμενα δείγματα- τυχαία από το σύνολο δεδομένων εκπαίδευσης και δημιουργείται ένα

δέντρο απόφασης για καθένα από αυτά ξεχωριστά. Τα αποτελέσματα στα φύλλα των δέντρων

είναι οι κλάσεις στις οποίες έχουν ταξινομηθεί τα instances των επιμέρους training sets. Έπειτα,

οι κλάσεις αυτές συγκεντρώνονται για ψηφοφορία (διαδικασία voting), από την οποία

εξάγεται η “δημοφιλέστερη” κλάση. Όταν πρόκειται για πρόβλεψη τιμών, πραγματοποιείται

εξαγωγή μέσων όρων (averaging), έπειτα απ’ όπου εξάγεται μια τιμή η οποία θεωρείται και η

σωστή. Γενικότερα, περισσότερα δέντρα δίνουν καλύτερα αποτελέσματα. Υπάρχουν δε και
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ελάχιστες περιπτώσεις κατά τις οποίες η διαδικασία αυτή μπορεί να οδηγήσει σε χειρότερα

αποτελέσματα.

Εικ. 3.5. Λειτουργία bagging. Παρατηρούμε τη διαδικασία διαχωρισμού του συνόλου δεδομένων σε μικρότερα
δείγματα, την εξαγωγή ενός μοντέλου από την εφαρμογή ενός αλγορίθμου ταξινόμησης στο κάθε ένα από αυτά,
μέχρι και την έξοδο

Η λειτουργία του bagging (Εικ. 3.5.) σε γλώσσα προγραμματισμού θα μπορούσε να

προσεγγιστεί ως εξής:

 Παραγωγή ενός μοντέλου:

Let n be the number of instances in the training data.

For each of t iterations:

Sample n instances with replacement from training data.

Apply the learning algorithm to the sample.

Store the resulting model.
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 Ταξινόμηση:

For each of the t models:

Predict class of instance using model.

Return class that has been predicted most often.

Έχουμε δηλαδή ένα εργαλείο που χωρίζει τα δεδομένα εκπαίδευσης σε τυχαίες ομάδες

(bootstrap samples), στις οποίες εφαρμόζει τον ίδιο αλγόριθμο για την παραγωγή ενός

μοντέλου (model M1, M2, M3 στην Εικ. 3.5.) και μετέπειτα ταξινομεί με βάση την κλάση που

συναντάται συχνότερα, δίνοντας το ίδιο βάρος σε κάθε προκύπτον μοντέλο. Το bagging είναι

κατάλληλο για “ασταθή” συστήματα εκμάθησης (unstable learning schemes), στα οποία μικρές

αλλαγές στο training data επηρεάζουν αρκετά το μοντέλο που προκύπτει.

3.1.13. Ενίσχυση (boosting)

Το boosting λειτουργεί όμοια με το bagging όσον αφορά τον τρόπο ταξινόμησης

(«ψηφοφορία» για classification ή εξαγωγή μέσου όρου για αριθμητική πρόβλεψη). Ας δούμε

όμως τις διαφορές του σε σχέση με το προηγούμενο μοντέλο.
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Εικ. 3.6. Boosting: Η διαδικασία του boosting ξεκινά από το πρώτο μοντέλο (ταξινόμησης) το οποίο «ζυγίζεται» και
προκύπτει μια αδυναμία του. Η τελευταία θα ληφθεί υπόψιν με τέτοιο τρόπο ώστε να σταθμιστούν διαφορετικά
τα δεδομένα κατά την ταξινόμηση του επόμενου μοντέλου (2). Η διαδικασία αυτή συνεχίζεται μέχρι τη δημιουργία
του βέλτιστου μοντέλου για τα διαθέσιμα δεδομένα.

Ενώ στο bagging τα επιμέρους μοντέλα κατασκευάζονται ξεχωριστά, στο boosting κάθε

νέο μοντέλο επηρεάζεται από την απόδοση εκείνων που κατασκευάστηκαν προηγουμένως.

Κατά το boosting, τα νέα μοντέλα στοχεύουν στη βελτίωση των παραγόντων (κυρίως

αναφορικά με τη στάθμιση των επιμέρους instances), οι οποίοι δεν λειτούργησαν καλά στα

παλαιότερα μοντέλα. Έτσι, αν για παράδειγμα ορισμένα instances δεν έλαβαν το κατάλληλο

βάρος (weight) και ταξινομήθηκαν λάθος (“hard” instances), θα αντιμετωπιστούν διαφορετικά

στο νέο μοντέλο που θα τους αποδώσει μεγαλύτερο βάρος. Μια ακόμη διαφορά είναι αυτή

της βαρύτητας των μοντέλων, όπου για το boosting δεν είναι ίδια για όλα, αλλά κάθε μοντέλο

έχει ένα ξεχωριστό βαθμό εμπιστοσύνης για ορισμένο σετ δεδομένων (Εικ. 3.6.).

3.1.14. Στοίβαξη (stacking)

Πρόκειται για μία νεότερη τεχνική machine learning, που χρησιμοποιείται λιγότερο

ευρέως από τις δύο προαναφερθείσες. Ο σκοπός της στοίβαξης είναι να εξερευνηθεί ένας

χώρος διαφορετικών μοντέλων για το ίδιο πρόβλημα (Dutta, 2020).

Η ιδέα είναι ότι μπορούμε να προσεγγίσουμε ένα πρόβλημα μάθησης με

διαφορετικούς τύπους αλγορίθμων, οι οποίοι είναι ικανοί να «μάθουν» κάποιο μέρος του

προβλήματος αλλά όχι ολόκληρο το πρόβλημα. Σκοπός της στοίβαξης είναι η βελτίωση της

απόδοσης ταξινόμησης δεδομένων με μηχανική μάθηση. Ο λόγος για τη σπανιότερη χρήση

του stacking ή stacked generalization όπως συναντάται άλλες φορές, είναι το γεγονός πως

είναι δύσκολο να αναλυθεί θεωρητικά, ενώ ταυτόχρονα δεν υπάρχει ένας γενικά αποδεκτός

καλύτερος τρόπος για την εφαρμογή του.
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Το stacking δεν πραγματεύεται ίδια μοντέλα, όπως το bagging και το boosting, αλλά

εφαρμόζεται σε μοντέλα από διαφορετικούς αλγορίθμους machine learning. Στην πράξη,

χρησιμοποιεί τις προβλέψεις των base learners ως εισόδους σε meta learners (Εικ. 3.7.). Έτσι

εκτιμάται το αναμενόμενο σφάλμα κάθε αλγορίθμου με cross-validation (βλ. Ενότητα 3.1.7.)

και επιλέγεται ο αποτελεσματικότερος αλγόριθμος για να σχηματιστεί ένα μοντέλο

πρόβλεψης για μελλοντικά δεδομένα.

Εικ 3.7. Stacking: Ως είσοδο για έχουμε ένα σύνολο δεδομένων, για το οποίο έπειτα από επεξεργασία
που υπόκειται από Ν-διαφορετικούς αλγορίθμους, προκύπτουν οι αντίστοιχες Ν-προβλέψεις. Με τη
σειρά τους οι τελευταίες εισάγονται σε έναν meta learner o οποίος θα πραγματοποιήσει και την τελική
πρόβλεψη.

Εικ. 3.8. Αναπαράσταση λειτουργίας stacking σε επίπεδα τα οποία δικαιολογούν και το όνομά της διαδικασίας
(στοίβαξη).
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Έτσι, όπως φαίνεται και στις Εικ. 3.7 και 3.8, η διαδικασία που ακολουθείται μπορεί να
χωριστεί στα ακόλουθα βήματα:

1. Χωρίζουμε τα δεδομένα εκπαίδευσης σε k-σύνολα, όπως ακριβώς συμβαίνει και με τη
διασταυρούμενη επικύρωση k-πτυχών

2. Ένα βασικό μοντέλο προσαρμόζεται στα k-1 μέρη και οι προβλέψεις γίνονται για το k-οστό
μέρος

3. Η διαδικασία πραγματοποιείται για κάθε τμήμα των δεδομένων εκπαίδευσης

4. Στη συνέχεια, το βασικό μοντέλο (αλγόριθμος) προσαρμόζεται σε ολόκληρο το σύνολο των
δεδομένων εκπαίδευσης για να υπολογιστεί η απόδοσή του στο σύνολο δεδομένων δοκιμής

5. Επαναλαμβάνουμε τα 3 τελευταία βήματα για άλλα μοντέλα βάσης (base learners)

6. Οι προβλέψεις από το σύνολο δεδομένων εκπαίδευσης χρησιμοποιούνται ως
χαρακτηριστικά για το μοντέλο δεύτερου επιπέδου (meta learner)

7. Το μετα-μοντέλο χρησιμοποιείται για να κάνει μια πρόβλεψη στο σύνολο δοκιμών

3.1.15. Διασταυρούμενη επικύρωση (cross-validation)

Η λεγόμενη διασταυρούμενη επικύρωση (cross-validation) είναι μια διαδικασία

αναδειγματοληψίας που χρησιμοποιείται για την αξιολόγηση μοντέλων μηχανικής μάθησης σε

ένα περιορισμένο δείγμα δεδομένων. Η διαδικασία έχει μια μοναδική παράμετρο που

ονομάζεται k και αναφέρεται στον αριθμό των ομάδων (βλ. ενότητα 3.1.7) στις οποίες πρέπει

να χωριστεί ένα δοσμένο δείγμα δεδομένων. Ως εκ τούτου, η διαδικασία ονομάζεται συχνά k-

fold cross-validation.

Η διασταυρούμενη επικύρωση χρησιμοποιείται κυρίως στην εφαρμοσμένη μηχανική

μάθηση για την εκτίμηση της ικανότητας ενός μοντέλου machine learning σε νέα- αθέατα

δεδομένα. Εντούτοις, εφαρμόζεται σε ένα περιορισμένο δείγμα δεδομένων με σκοπό να

εκτιμηθεί η αναμενόμενη απόδοση του μοντέλου, όταν καλείται να κάνει προβλέψεις σε

δεδομένα που δεν χρησιμοποιήθηκαν κατά την εκπαίδευσή του (Jason Brownlee, 2018).
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3.1.16. Τεχνητά Νευρωνικά Δίκτυα (Artificial Neural Networks)

Πρόκειται για μια προσπάθεια μαθηματικής προσομοίωσης της λειτουργίας του

ανθρώπινου εγκεφάλου. Αποτέλεσμα αυτής της διαδικασίας ένα υπολογιστικό μοντέλο το

οποίο είναι εμπνευσμένο από τα βιολογικά νευρωνικά δίκτυα. Τα δίκτυα αποτελούνται από

ένα σύνολο στοιχείων τα οποία αποκαλούνται νευρώνες, ενώ η λειτουργία τους -όπως και στα

βιολογικά νευρωνικά δίκτυα- εξαρτάται από τις συνδέσεις μεταξύ των νευρώνων (Αρκούδη-

Βαφέα, 2004).

Το κάθε στοιχείο- νευρώνας (Εικ. 3.9. (α)) υλοποιεί μια συνάρτηση μεταφοράς λαμβάνοντας

μια είσοδο και αποδίδοντας μια έξοδο, η οποία μπορεί να είναι ταυτόχρονα είσοδος για

άλλους νευρώνες. Η συνάρτηση μεταφοράς μεταφράζει τα σήματα εισόδου ενός νευρωνικού

δικτύου σε σήματα εξόδου. Οι συνηθέστεροι τύποι συναρτήσεων μεταφοράς που

χρησιμοποιούνται είναι τέσσερις: unit step (κατώφλι), sigmoid (σιγμοειδής), piecewise linear

(γραμμική κατά τμήματα) και Gaussian (γκαουσιανή). Έτσι λοιπόν, ένα σύνολο από εισόδους x1,

x2, …, xn προωθούνται στον τεχνητό νευρώνα.



29

Εικ. 3.9. Τεχνητό Νευρωνικό Δίκτυο: α) απεικόνιση ενός νευρώνα. β) απεικόνιση δομής νευρωνικού δικτύου

Οι είσοδοι αυτές συχνά παρομοιάζονται με σήματα που περνούν διαμέσου των

βιολογικών νευρώνων, ενώ μπορούν να αντιστοιχιστούν στις συντεταγμένες ενός διανύσματος

��� = (x, y, z). Στη συνέχεια, κάθε σήμα πολλαπλασιάζεται με το αντίστοιχο βάρος του, w1, w2,…,

wn, με αποτέλεσμα το κάθε στοιχείο να εισέρχεται σταθμισμένο. Έπειτα, το κάθε στοιχείο

αθροίζεται με τα υπόλοιπα, αλλά και με έναν συντελεστή ο οποίος λέγεται bias και οδηγεί σε

μία συνάρτηση μεταφοράς f, όπως αυτή φαίνεται παρακάτω. Το bias αποτελεί μια μοναδιαία

είσοδο πολλαπλασιαζόμενη με σταθερό βάρος w0 (Kiriakidis, 2013). Με την υλοποίηση της f

λαμβάνουμε την έξοδο του νευρώνα. Σε ένα νευρωνικό δίκτυο η διαδικασία αυτή

πραγματοποιείται περισσότερες φορές, δίνοντας μια δομή όπως αυτή της Εικ. 3.9. (β).
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3.1.17. Χρονοσειρές (Time Series)

Στις χρονοσειρές, κάθε instance αναπαριστά ένα γεγονός σε μια συγκεκριμένη χρονική

στιγμή, ενώ τα attributes δίνουν τα χαρακτηριστικά του εν λόγω γεγονότος για τη στιγμή αυτή.

Συνήθως, η συσχέτιση μεταξύ των διαφορετικών instances είναι πιο σημαντική από τα

instances αυτά καθ’ αυτά. Έτσι λοιπόν, υπάρχουν φορές που καλούμαστε να

αντικαταστήσουμε μια τιμή ενός attribute για δεδομένο χρονικό αποτύπωμα με το αντίστοιχο

attribute σε κάποια περίπτωση στο παρελθόν ή το μέλλον. Συνεπώς, η διαφορά - που συχνά

ονομάζεται «δέλτα» (Δ) - μεταξύ της τρέχουσας τιμής και της προηγούμενης είναι συχνά πιο

κατατοπιστική από την ίδια την τιμή. Η διαφορά αυτή είναι ουσιαστικά η πρώτη παράγωγος

κλιμακούμενη με κάποια σταθερά που εξαρτάται από το μέγεθος του χρονικού βήματος.

Υπάρχουν πολλές περιπτώσεις στην καθημερινή ζωή στις οποίες χρήζει πρόβλεψης η

μελλοντική συμπεριφορά μιας χρονοσειράς. Ένα τέτοιο παράδειγμα είναι η κατανάλωση

ηλεκτρικής ενέργειας. Στη συγκεκριμένη περίπτωση συνήθως συγκεντρώνονται δεδομένα για

την παραγωγή και την κατανάλωση ηλεκτρικού ρεύματος σε εύρος 15 τελευταίων χρόνων,

ώστε να παραχθεί ένα μοντέλο συσχέτισης. Το μοντέλο αυτό θα μπορέσει μετέπειτα να

βοηθήσει στον προσδιορισμό μελλοντικών αναγκών για ηλεκτρική ενέργεια και άρα στην

καλύτερη οργάνωση της παραγωγής αυτής.

Στην δική μας περίπτωση, καλούμαστε να προσδιορίσουμε την πιθανότητα εμφάνισης

σεισμικής δραστηριότητας σε ορισμένα γεωγραφικά πλάτη, μήκη και εστιακά βάθη. Έχοντας

λοιπόν στη διάθεσή μας καταγραφές σεισμών για τα τελευταία 50 χρόνια στον Μαλιακό

Κόλπο, προσπαθούμε να αντλήσουμε από αυτές όση περισσότερη πληροφορία γίνεται για την

πρόβλεψη τέτοιων γεγονότων. Προφανώς, όπως έχει αναφερθεί και νωρίτερα, επιθυμούμε το

μοντέλο που θα δημιουργηθεί να μπορεί να γενικευθεί και για άλλα σύνολα σεισμολογικών

δεδομένων. Να αποφευχθεί εν κατακλείδι το φαινόμενο του overfitting. Το προκύπτον

μοντέλο προφανώς και ανατροφοδοτείται με πιο πρόσφατα δεδομένα ώστε να μπορεί να

ανανεώνεται και να είναι πιο αντικειμενικό στα συμπεράσματά του.
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3.2. Βασικοί αλγόριθμοι μηχανικής μάθησης

Σε αυτό το κεφάλαιο επεξηγούνται βασικοί αλγόριθμοι της μηχανικής μάθησης,

αρκετοί εκ των οποίων χρησιμοποιήθηκαν στην ανάλυση των δεδομένων της εργασίας αυτής.

3.2.1. ΖeroR Classifier

Ο ZeroR είναι ένας κατεξοχήν baseline ταξινομητής, που απλώς προβλέπει την

κατηγορία (κλάση) της πλειοψηφίας. Παρόλο που δεν υπάρχει δύναμη προβλεψιμότητας στον

ταξινομητή ZeroR, είναι χρήσιμος για τον προσδιορισμό μιας βασικής απόδοσης ως σημείο

αναφοράς για άλλες μεθόδους ταξινόμησης (baseline).

Εν ολίγοις, ο ZeroR δημιουργεί ένα πίνακα συχνοτήτων, απ’ όπου εξάγει την κλάση με

τη μεγαλύτερη συχνότητα (την επικρατέστερη), η οποία και επιλέγεται. Ένα παράδειγμα

ταξινόμησης με ZeroR, στο οποίο έχουμε ως predictors (attributes που καθορίζουν την

πρόβλεψη) τα attributes outlook, temp, humidity, windy είναι το παρακάτω (Εικ. 3.10.).
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Εικ. 3.10. Παράδειγμα ταξινόμησης με ZeroR. Η μεθοδολογία που ακολουθείται είναι η εξής:

κατασκευάστε έναν πίνακα συχνοτήτων για τον στόχο και επιλέξτε την πιο συχνή τιμή του. Παρατηρούμε έτσι τον

πίνακα των predictors και τη στήλη των στόχων (targets). Αθροιστικά έχουμε 9 ναι (yes) και 5 όχι (no) στο

πρόβλημα/ ερώτηση “Μπορούμε να παίξουμε golf (play golf)?”

Ο ακόλουθος πίνακας σύγχυσης (Εικ. 3.11.) δείχνει ότι ο ZeroR προβλέπει σωστά μόνο

την πλειοψηφική κλάση. Η κλάση αυτή είναι το “yes” με 9 φορές να έχει επιλεγεί και άρα η

ακρίβεια του αλγορίθμου είναι ίση με 9/14= 64% καθώς φαίνεται και παρακάτω. Όπως

αναφέρθηκε προηγουμένως, ο συγκεκριμένος αλγόριθμος (ταξινομητής) είναι χρήσιμος μόνο

για τον προσδιορισμό μιας βασικής απόδοσης (baseline) για άλλες μεθόδους ταξινόμησης.

Εικ. 3.11. Πίνακας σύγχυσης ταξινόμησης με ZeroR. Η κλάση της πλειοψηφίας καθορίζει και την ακρίβεια του
αλγορίθμου 0.64 ή 64%

3.2.2. Η γραμμική παλινδρόμηση (linear regression)

Είναι μια απλή μέθοδος για αριθμητική πρόβλεψη και χρησιμοποιείται ευρέως σε

στατιστικές εφαρμογές εδώ και δεκαετίες (Witten et al., 2011). Η ιδέα είναι να εκφράσουμε

την κλάση προς πρόβλεψη ως γραμμικό συνδυασμό των attributes (Εικ. 3.12.):

x= w0 + w1a1 + w2a2 + … + wkak Εξ. 3.1

x: κλάση προς πρόβλεψη

a1, a2, … ,ak: τα attributes

w0, w1, …, wk: τα αντίστοιχα βάρη των attributes
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Εικ. 3.12. Αναπαράσταση λειτουργίας Linear Regression.

3.2.3. k-Nearest Neighbors (kNN)

Πρόκειται για έναν από τους απλούστερους αλγορίθμους μηχανικής μάθησης.

Λειτουργεί με τον εξής τρόπο: στην εμφάνιση μιας νέας κατάστασης, ανακαλεί όλες τις

προηγούμενες “εμπειρίες” στην αναζήτηση των k πλησιέστερων χρονικά (ή χωρικά) γεγονότων

προβεβλημένων στον καρτεσιανό χώρο και σχετικών με την κατάσταση αυτή. Αυτές οι

εμπειρίες (σημεία δεδομένων) είναι αυτό που ονομάζουμε k πλησιέστερους γείτονες (Εικ.

3.13.).
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Εικ. 3.13. Aναπαράσταση μοντέλου k-πλησιέστερου γείτονα (kNN)

Αν υποθέσουμε λοιπόν πως οι καταχωρήσεις μας έχουν τη μορφή:

Εξ. 3.2

Έχουμε ένα πίνακα n γραμμών και m+1 στηλών όπου οι πρώτες m στήλες είναι τα

attributes που χρησιμοποιούμε για να “προβλέψουμε” την εναπομείνασα στήλη (την y), την

οποία συχνά αποκαλούμε ως “στόχο”. Σε κάθε y αντιστοιχούν περισσότερες τιμές x. Θα

υποθέσουμε πως τα x περιέχουν αριθμητικές καταχωρήσεις, ενώ τα y ονομαστικές. Για τη

συσχέτιση αυτών χρησιμοποιείται μία συνάρτηση που υπολογίζει την απόσταση μεταξύ των

σημείων των δεδομένων. Η μορφή της συνάρτησης θα είναι:

Εξ. 3.3



35

Για ένα νέο τυχαίο σημείο λοιπόν, υπολογίζονται οι καρτεσιανές αποστάσεις μεταξύ

αυτού και όλων των υπόλοιπων γειτονικών σημείων των δεδομένων και k (k=1,2,3,4...) σημεία

με τις ελάχιστες αποστάσεις από το εξεταζόμενο σημείο ονομάζονται k-πλησιέστεροι γείτονες

(Εικ. 3.13.). Το πόσους γείτονες θα λάβουμε υπόψη στη διαδικασία αυτή εξαρτάται από την

προσαρμογή του μοντέλου στο σύνολο δεδομένων, όπως αυτή ορίστηκε στην παράγραφο του

overfitting παραπάνω.

3.2.4. NaiveBayes

Πρόκειται για ένα πιθανοτικό αλγόριθμο μηχανικής μάθησης που μπορεί να

χρησιμοποιηθεί σε ευρεία ποικιλία εργασιών ταξινόμησης. Ως πιθανοτικός αποκαλείται ο

αλγόριθμος που κάνει τυχαίες επιλογές και εξελίσσεται σύμφωνα με αυτές (Φωτάκης, 2010).

Πλεονέκτημα αυτής της κατηγορίας αλγορίθμων είναι η απλότητά τους. Θεμελιώδης υπόθεση

του NaiveBayes είναι ότι κάθε attribute έχει ανεξάρτητη και ίση συμβολή στο τελικό

αποτέλεσμα της ταξινόμησης, εξού και η ονομασία «αφελής» (naive). Δηλαδή, η αλλαγή της

τιμής ενός attribute δεν επηρεάζει άμεσα ούτε αλλάζει την τιμή οποιουδήποτε άλλου attribute

που χρησιμοποιείται στον αλγόριθμο.

Ο NaiveBayes βασίζεται στην υπό συνθήκη πιθανότητα (Conditional Probability) η

οποία ορίζεται ως εξής: Έστω δειγματικός χώρος Ω και ενδεχόμενα A, B, με Pr[B] > 0. Ορίζουμε

την υπό συνθήκη πιθανότητα του A, δεδομένου του B ως την ποσότητα:

Εξ. 3.4

Για να γίνει ευκολότερα κατανοητή η έννοια αυτή , αρκεί να σκεφτεί κανείς την

πιθανότητα να έχουμε γράμματα ή κορόνα στο πέταγμα ενός νομίσματος (½= 50 %). Άλλο

παράδειγμα είναι η πιθανότητα να φέρει κάποιος ένα (“1”) ρίχνοντας ένα ζάρι (1/6= 0.166).

Και στις δυο περιπτώσεις η πιθανότητα να υπάρξει ένα αποτέλεσμα έναντι ενός άλλου είναι

ανεξάρτητες και έχουν το ίδιο βάρος. Ο κανόνας Bayes είναι ένας τρόπος για να βρεθεί το
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P(Y|X), δηλαδή η πιθανότητα να ισχύει το Y εφόσον ισχύει το Χ από το P(X|Y) (πιθανότητα να

ισχύει το Χ εφόσον ισχύει το Y), γνωστό από το σύνολο δεδομένων εκπαίδευσης. Για να γίνει

αυτό, αντικαθίστανται τα A και B στον παραπάνω τύπο, με το χαρακτηριστικό X και την

απόκριση Y. Για παρατηρήσεις σε δεδομένα δοκιμής ή βαθμολόγησης, το X θα είναι γνωστό,

ενώ το Y άγνωστο. Και για κάθε γραμμή του συνόλου δεδομένων δοκιμής, ζητείται ο

υπολογισμός της πιθανότητας του Y, δεδομένου ότι το X έχει ήδη συμβεί (Selva Prabhakaran,

2018).

Εξ. 3.5

Λόγω της παραδοχής ότι οι μεταβλητές είναι ανεξάρτητες για δεδομένη κλάση, το

P(X|Υ) μπορεί να γραφτεί ως εξής:

Εξ.3.6

Επίσης, εφόσον η επίλυση πραγματοποιείται ως προς το P(Y), το P(X) είναι μια σταθερά,

πράγμα που σημαίνει ότι είναι δυνατόν να αφαιρεθεί από την εξίσωση και να εισαχθεί στη

θέση του μια αναλογία. Αυτό οδηγεί στην ακόλουθη εξίσωση:

Εξ. 3.6

Στην περίπτωση που το Y έχει περισσότερες από 2 κατηγορίες (class), υπολογίζεται η

πιθανότητα κάθε κατηγορίας του και η υψηλότερη αυτών “κερδίζει” (Selva Prabhakaran, 2018).

Σε αυτό το σημείο χρησιμοποιείται μια συνάρτηση που ονομάζεται Argmax και η οποία δίνει
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το όρισμα που δίνει τη μέγιστη τιμή από μια συνάρτηση-στόχο. Σε αυτή την περίπτωση,

θέλουμε να βρούμε τη μέγιστη τιμή y.

Εξ. 3.7

Συνεπώς, ο κανόνας του Bayes παρέχει τον τύπο για την πιθανότητα του Υ, δεδομένου

του Χ. Όμως, στα προβλήματα του πραγματικού κόσμου, συνήθως υπάρχουν πολλαπλές

μεταβλητές Χ. Όταν τα χαρακτηριστικά Χ είναι ανεξάρτητα, ο κανόνας Bayes επεκτείνεται σε

αυτό που ονομάζεται Naive Bayes.

3.2.5. Αλγόριθμος C4.5

Αναπτύχθηκε από τον Ross Quinlan και είναι ο πιο χρησιμοποιούμενος αλγόριθμος για

την κατασκευή Δέντρων Αποφάσεων τα οποία μπορούν να χρησιμοποιηθούν για προβλήματα

ταξινόμησης (Decision Trees – C4.5, 2011). Ο εμπορικός διάδοχός του είναι ο C5.0/See5, πολύ

πιο γρήγορος από τον C4.5, πιο αποδοτικός στη μνήμη, ενώ χρησιμοποιείται για την

κατασκευή μικρότερων δέντρων απόφασης.

Ως αλγόριθμος μάθησης με επίβλεψη, απαιτεί ένα σύνολο παραδειγμάτων

εκπαίδευσης και κάθε παράδειγμα μπορεί να θεωρηθεί ως ένα ζεύγος: αντικείμενο εισόδου

και μια επιθυμητή τιμή εξόδου (κλάση). Με αυτό τον τρόπο, το σύνολο εκπαίδευσης

αναλύεται και κατασκευάζεται ένας ταξινομητής, στόχος του οποίου είναι η σωστή ταξινόμηση

τόσο των παραδειγμάτων εκπαίδευσης όσο και των παραδειγμάτων δοκιμής. Ένα παράδειγμα

δοκιμής είναι ένα αντικείμενο εισόδου και ο αλγόριθμος πρέπει να προβλέψει μια τιμή εξόδου

(το παράδειγμα πρέπει να αντιστοιχιστεί σε μια κλάση).

Οι εσωτερικοί κόμβοι ενός δέντρου αποφάσεων υποδηλώνουν τα διάφορα attributes.

Τα κλαδιά μεταξύ των κόμβων αναπαριστούν τις πιθανές τιμές που αυτά τα attributes

μπορούν να έχουν στα παρατηρούμενα δείγματα, ενώ οι τελικοί κόμβοι μας λένε την τελική

τιμή (ταξινόμηση) της εξαρτημένης μεταβλητής, την κλάση στην οποία αυτή ταξινομήθηκε
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δηλαδή (Alam and Pachauri, 2017). Παρακάτω δίνεται ένα παράδειγμα δέντρου που θα

μπορούσε να προκύψει από τον C4.5 (Εικ. 3.14.):

Εικ. 3.14. Παράδειγμα δέντρου απόφασης (Saha, 2018).Πρόκειται για ένα παράδειγμα που επεξεργάζεται
ονομαστικά attributes

Το Δέντρο Αποφάσεων στο τελευταίο παράδειγμα (Εικ. 3.14.) είναι αρκετά απλό. Όταν

όμως το σύνολο των δεδομένων είναι πολύ μεγαλύτερο και υπάρχουν περισσότερες

μεταβλητές που πρέπει να ληφθούν υπόψη απαιτείται η χρήση «κλαδέματος». Το κλάδεμα

(pruning) αναφέρεται στην αφαίρεση εκείνων των κλάδων στο δέντρο απόφασης που

θεωρούμε ότι δεν συμβάλλουν σημαντικά στη διαδικασία λήψης αποφάσεων.

Ας υποθέσουμε ότι τα δεδομένα του παραδείγματός μας έχουν μια μεταβλητή που

ονομάζεται Vehicle (Όχημα) η οποία σχετίζεται ή είναι παράγωγος της συνθήκης Money

(Χρήματα) όταν έχει την τιμή Rich (Πλούσιο). Τώρα, αν το Όχημα είναι διαθέσιμο, πηγαίνουμε
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για ψώνια με αυτό, ειδάλλως, πηγαίνουμε για ψώνια με οποιοδήποτε άλλο μεταφορικό μέσο.

Αλλά στο τέλος πηγαίνουμε για ψώνια. Με άλλα λόγια, η μεταβλητή Όχημα δεν έχει μεγάλη

σημασία και μπορεί να αποκλειστεί κατά την κατασκευή ενός Δέντρου Αποφάσεων. Η έννοια

του κλαδέματος μας επιτρέπει να αποφύγουμε την υπερβολική προσαρμογή (overfitting) του

μοντέλου παλινδρόμησης ή ταξινόμησης (ανάλογα αν επεξεργαζόμαστε ονομαστικά attributes

ή αριθμητικά), έτσι ώστε για ένα μικρό δείγμα δεδομένων, τα σφάλματα μέτρησης να μην

περιλαμβάνονται κατά τη δημιουργία του μοντέλου.

3.3. Το λογισμικό μηχανικής μάθησης Weka

Το περιβάλλον εργασίας Weka (3.8.5) αποτελεί μια συλλογή αλγορίθμων μηχανικής

μάθησης και εργαλείων προεπεξεργασίας δεδομένων (Witten et al., 2011). Το Weka

αναπτύχθηκε στο Πανεπιστήμιο Waikato της Νέας Ζηλανδίας (Waikato Environment for

Knowledge Analysis). Το σύστημα είναι γραμμένο σε Java και διανέμεται σύμφωνα με τους

όρους του GNU General Public License. Έχει σχεδιαστεί έτσι ώστε να δοκιμάζονται γρήγορα

υπάρχουσες μέθοδοι σε νέα σύνολα δεδομένων με ευέλικτους τρόπους και παρέχει

εκτεταμένη υποστήριξη για ολόκληρη τη διαδικασία πειραματικής εξόρυξης δεδομένων. Από

την προετοιμασία των δεδομένων εισόδου, τη στατιστική αξιολόγηση των σχημάτων μάθησης

(των διαφορετικών αλγορίθμων δηλαδή) , την αναπαράσταση των δεδομένων εισόδου αλλά

και του αποτελέσματος της μάθησης μέσω διαγραμμάτων, δέντρων απόφασης,

ιστογραμμάτων, χρονοσειρών.

Εκτός από μια μεγάλη ποικιλία αλγορίθμων machine learning, το WEKA περιλαμβάνει

ένα ευρύ φάσμα εργαλείων προεπεξεργασίας. Τέτοια είναι κυρίως τα διάφορα φίλτρα όπως

αυτά περιγράφηκαν προηγουμένως. Αυτή η ποικιλόμορφη και ολοκληρωμένη εργαλειοθήκη

είναι προσβάσιμη μέσω μιας κοινής διεπαφής -Weka interface- ώστε οι χρήστες της να

μπορούν να συγκρίνουν διαφορετικές μεθόδους και να εντοπίζουν εκείνες που είναι

καταλληλότερες για το εκάστοτε πρόβλημα.
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Είναι πολλές οι εφαρμογές που έχουν πραγματοποιηθεί με τη χρήση του Weka,

αρκετές εκ των οποίων και σε μελέτες σεισμολογικού ενδιαφέροντος. Τέτοια για παράδειγμα

είναι η χρήση του στην αξιολόγηση του δυναμικού ρευστοποίησης του εδάφους λόγω σεισμού

(Ahmad et al., 2019). Η μακροπρόθεσμη εκτίμηση σεισμικής επικινδυνότητας σε περιοχές

χαμηλής έως μέτριας σεισμικότητας, αξιοποιώντας κατάλογο σεισμών που περιέχει

ομοιόμορφη εκτίμηση μεγέθους για τη Νότια Ασία την περίοδο 1905-2009, είναι μια ακόμη

έρευνα που πραγματοποιήθηκε με τη βοήθεια του προγράμματος (Dutta et al., 2011).

Επιπλέον, η έκδοση WEKA 3.6 χρησιμοποιήθηκε στην Κολομβία για μια γρήγορη εκτίμηση της

απόστασης του επικέντρου σεισμών κοντά στην πόλη Μπογκοτά. Το σύνολο των δεδομένων

ανήκουν στον σεισμολογικό σταθμό El Rosal, που βρίσκεται προς τα βορειοδυτικά της

Μπογκοτά (Ochoa et al., 2018).

Παρ' όλες τις προσπάθειες που καταβάλλουν οι ερευνητές, μπορεί να μην γίνει ποτέ

δυνατόν να γνωρίζουμε τον ακριβή χρόνο των σεισμών, διότι υπάρχει κάποια τυχαία

συνιστώσα σε μια τέτοια καταστροφή. Παρόλα τα σφάλματα όμως σε αυτό τον τομέα της

έρευνας τα οποία είναι προφανώς κυρίαρχα, υπάρχουν και μερικές εξαιρέσεις. Σε άρθρο που

δημοσιεύτηκε το 2002 από ερευνητές του κέντρου πρόβλεψης σεισμών και ηφαιστειακών

εκρήξεων στην Ιαπωνία, και το οποίο είχε ολοκληρωθεί νωρίτερα, έγινε σύγκριση μεταξύ

επαναλαμβανόμενων σεισμογραμμάτων κάθε 5,3 ± 0,53 χρόνια και έγινε η πρόβλεψη πως

ένας σεισμός θα εκδηλωθεί τον Νοέμβριο του 2001 στο Sanriku (Ιαπωνία) με πιθανότητα

μεγαλύτερη από 0,99. Πράγματι, όπως αναμενόταν, στις 13 Νοεμβρίου 2001 σημειώθηκε

σεισμός μεγέθους 4,8 βαθμών της κλίμακας Ρίχτερ (Matsuzawa et al., 2002).

3.4. Δεδομένα

Στην Εικ. 3.15. απεικονίζεται η ευρύτερη περιοχή για την οποία έχουν συγκεντρωθεί

μετρήσεις σεισμικής δραστηριότητας για τα έτη 1965-2015 (προέλευση δεδομένων από

καταλόγους Γεωδυναμικού Ινστιτούτου, διαθέσιμοι στο

http://www.gein.noa.gr/el/seismikotita/katalogoi-seismwn).

http://www.gein.noa.gr/el/seismikotita/katalogoi-seismwn
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Οι μετρήσεις καταχωρήθηκαν σε αρχείο Excel (.xls) και κάθε μια περιλαμβάνει τα εξής

περιγραφικά χαρακτηριστικά (attributes): i) γεωγραφικό πλάτος, ii) γεωγραφικό μήκος, iii)

εστιακό βάθος, iv) μέγεθος του σεισμού, καθώς και v) κατηγοριοποίηση (Εικ. 3.16.) αυτού

ανάλογα με το μέγεθός του (negligible, minor, light, moderate, strong, major, great) σύμφωνα

με την ταξινόμηση των σεισμών κατά MichiganTech (πηγή:

http://www.geo.mtu.edu/UPSeis/magnitude.html)

Εικ. 3.15. Το παραλληλόγραμμο πλαισιώνει την περιοχή μελέτης η οποία είναι ο Μαλιακός κόλπος

http://www.geo.mtu.edu/UPSeis/magnitude.html)
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Εικ. 3.16. Ταξινόμηση σεισμών με βάση το μέγεθος κατά MichiganTech (πηγή:
http://www.geo.mtu.edu/UPSeis/magnitude.html)

Ακολούθως (Εικ. 3.17.) παρουσιάζεται απόσπασμα των δεδομένων με τα συνοδευτικά

attributes όπως οργανώθηκαν σε πίνακα του Excel.

Εικ 3.17. Οργάνωση δεδομένων σε αρχείο Excel (.xls) και παράθεση των attributes που τα συνοδεύουν, καθώς και
οριοθέτηση της γεωγραφικής περιοχής μελέτης στο χώρο με μέγιστα και ελάχιστα γεωγραφικά πλάτη και μήκη
αντίστοιχα

http://www.geo.mtu.edu/UPSeis/magnitude.html)


43

Η ανάλυση των δεδομένων στο Weka προϋποθέτει την μετατροπή του αρχείου .xls

σε .csv, το οποίο εν συνεχεία μετατρέπεται μέσα στο περιβάλλον Weka (GUI Chooser: Εικ.

3.18.) σε αρχείο τύπου .arff, ο οποίος είναι και τελικά ο τύπος αρχείων δεδομένων

αναγνώσιμος από το εν λόγω λογισμικό μηχανικής μάθησης.

Εικ. 3.18. προσπέλαση αρχείου .csv στο περιβάλλον Weka: Tools->ArffViewer->File->Open και επιλογή αρχείου
που έχει δημιουργηθεί σε μορφή .csv .

Εικ. 3.19. Διαδικασία αποθήκευσης του αρχείου .csv σε επέκταση .arff στο Weka: File-Save as-Save.
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Το αρχείο .xls μπορεί να προσπελαστεί σε περιβάλλον Weka με τη διαδικασία που

περιγράφεται, ενώ στη συνέχεια μπορεί να αποθηκευτεί στη μορφή .arff με τον τρόπο που

απεικονίζεται στην Εικ. 3.19.

Εφόσον ολοκληρωθεί η απαραίτητη προαναφερθείσα μετατροπή μπορεί να γίνει η

επισκόπηση του νέου αρχείου .arff στο Weka με την διαδικασία που περιγράφεται στην Εικ.

3.20.:

Εικ.3.20. Διαδικασία επισκόπησης αρχείου .arff στο Weka: Στο παράθυρο του Explorer επιλέγουμε το πάνελ
“Preprocess”, στη συνέχεια επιλέγουμε “Open file” ώστε να ανοίξουμε το εν λόγω αρχείο. Παρατηρούμε τα
δεδομένα που έχουν συγκεντρωθεί. Μπορούμε να αναγνωρίσουμε τα 5 attributes (lattitude, longitude, depth,
magnitude (mag), size) 6879 διαφορετικών καταχωρήσεων (instances). Επιλέγοντας ένα attribute (στη
συγκεκριμένη περίπτωση “lat”) μπορούμε να δούμε κάποια στατιστικά χαρακτηριστικά του, όπως την κατανομή
της συχνότητας, τον μέσο όρο, το μέγιστο, το ελάχιστο και την τυπική απόκλισή του. Στο ιστόγραμμα που
εμφανίζεται παραπάνω ξεχωρίζει αυξημένη συχνότητα εμφάνισης σεισμικών γεγονότων μεταξύ των
γεωγραφικών πλατών 38.500-38.737.
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Η επισκόπηση των στατιστικών γνωρισμάτων μιας attribute (Εικ. 3.20.) είναι χρήσιμη

για να ελέγξουμε εάν τα δεδομένα με τα οποία τροφοδοτούμε τον αλγόριθμο είναι κατάλληλα

για την “εκπαίδευσή” του και την εξαγωγή συμπερασμάτων. Αν για παράδειγμα κοιτώντας το

σύνολο δεδομένων μας για το γεωγραφικό πλάτος LAT ενός συγκεκριμένου επικέντρου, δούμε

ένα αρνητικό ελάχιστο (Minimum) αντιλαμβανόμαστε εύκολα πως πρόκειται για μία λάθος

μέτρηση, αφού δεν υπάρχουν αρνητικές τιμές γεωγραφικού πλάτους. Για παράδειγμα, στην

Εικ. 3.21. φαίνεται η επισκόπηση της κατανομής συχνοτήτων του attribute «εστιακό βάθος»

(depth) με μέγιστη συχνότητα μεταξύ 5-15 km.

Εικ. 3.21. Επισκόπηση των attributes των δεδομένων: κατανομή εστιακού βάθους Το μέγιστο εστιακό βάθος για το
οποίο έχουμε μετρήσεις είναι τα 118 χλμ. Ενώ το ελάχιστο, η επιφάνεια της Γης (0 χλμ.)

Ομοίως, στην Εικ. 3.22. παρουσιάζεται η κατανομή των σεισμών της περιοχής μελέτης

ως προς το γεωγραφικό μήκος του επικέντρου. Σε αυτή την περίπτωση έχουμε μία πιο ομαλή

κατανομή των καταχωρήσεων σε σχέση με εκείνη του γεωγραφικού πλάτους. Ωστόσο, θα
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μπορούσαμε να ξεχωρίσουμε δύο περιοχές αυξημένης σεισμικότητας, μία για γεωγραφικό

μήκος 22.395-22.523 και μία άλλη μεταξύ 22.586-22.841.

Εικ 3.22. Κατανομή μετρήσεων για το γεωγραφικό μήκος εντοπισμού του σεισμού

Εικ.3.23. Kατανομή μετρήσεων για το μέγεθος του σεισμού. Η μέση τιμή των μετρούμενων σεισμών είναι Μ=
2.046 ενώ η τυπική απόκλιση μεταξύ των τιμών είναι ίση με 0.697 μονάδες

Με ανάλογο τρόπο, στην Εικ. 3.23. παρουσιάζεται η κατανομή των μεγεθών των

σεισμών για την περιοχή μελέτης με τη μεγαλύτερη μέτρηση να είναι στα 5.4 (Μ) και τη

μικρότερη στα 0.6.
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ΚΕΦΑΛΑΙΟ 4: ΑΠΟΤΕΛΕΣΜΑΤΑ

Στο κεφάλαιο αυτό παραθέτονται τα αποτελέσματα εκτέλεσης των διαφόρων

αλγορίθμων ταξινόμησης του Weka στα δεδομένα.

4.1. Αλγόριθμος C4.5

Πλέον είναι δυνατό να αξιοποιηθούν τα εργαλεία του Weka, τα οποία αφού

τροφοδοτηθούν με δεδομένα θα είναι σε θέση να παράγουν τις κατάλληλες ταξινομήσεις.

Βάσει αυτών θα επιχειρηθεί η κατασκευή ενός μοντέλου πρόβλεψης σεισμών, δοσμένης μιας

θέσης εντοπισμού του γεγονότος εντός της ορισμένης γεωγραφικής περιοχής.

Εικ.4.1. Ταξινόμηση με J48 και εμφάνιση προβλέψεων βάσει αυτής σε PlainText

O αλγόριθμος που επιλέχθηκε για αυτόν τον σκοπό από την εργαλειοθήκη του Weka

είναι ο J48. Πρόκειται για έναν αλγόριθμο που είναι στην ουσία γνωστός ως C4.5, απλά το
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όνομα J48 του έχει δοθεί στο πρόγραμμα του Weka (επιλέχθηκε από το παράθυρο Μore

options στο Test options και εμφανίστηκε το παραπάνω παράθυρο, όπου και συνεχίσαμε ως

εξης: Output predictions: Choose > PlainText (Εικ. 4.1.). Στην ταξινόμηση που

πραγματοποιήσαμε αφαιρέθηκε αρχικά το attribute MAGNITUDE. Με τον τρόπο αυτό,

ελέγχουμε την ταξινόμηση που πραγματοποιεί ο αλγόριθμος στους σεισμούς βάσει των

γεωγραφικών στοιχείων που έχει για το σύνολο των καταχωρήσεων και «κρύβοντας» το

μέγεθος των σεισμών.

Εικ. 4.2. Αποτελέσματα ταξινόμησης με J48. Παρατηρείται ο αριθμός των φύλλων (number of leaves= 35) καθώς
και το μέγεθος του δέντρου που προέκυψε (size of the tree= 69)

Αφού επιλεχθεί ο εκάστοτε classifier και εκτελεσθεί στα δεδομένα μας, εμφανίζεται το

πάνελ στα δεξιά που μας δίνει ορισμένες πληροφορίες για τη διαδικασία που

πραγματοποιήθηκε. Συγκεκριμένα, το Run Information δίνει τις ακόλουθες πληροφορίες (Εικ.

4.2.):
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• τον αλγόριθμο που χρησιμοποιήθηκε (στο παράδειγμα της Εικ. 4.2. είναι ο J48)
• το όνομα του αρχείου (relation)- “MaliakosDiorthomeno...”
• αριθμός instances- 6879
• αριθμός attributes - 4 τα οποία είναι:

LAT
LONG
DEPTH
SIZE
Όπως βλέπουμε, ο J48 ταξινόμησε τις καταχωρήσεις εισαγωγής με 87,12 % επιτυχία

(Εικ. 4.3.). Το τελευταίο γίνεται εμφανές και από τον Πίνακα Σύγχυσης που προέκυψε (κόκκινο

πλαίσιο κάτω και αριστερά στην Εικ. 4.3.). Συγκεκριμένα, βλέπουμε πολλά στοιχεία να έχουν

συγκεντρωθεί στη διαγώνιό του, γεγονός που υποδηλώνει τη σωστή πρόβλεψη και

αντιστοίχιση των καταχωρήσεων.

Εικ. 4.3. Αποτελέσματα ταξινόμησης με J48. Διακρίνονται τα σωστά ταξινομημένα instances και ο πίνακας
σύγχυσης που προέκυψε
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Στη λίστα των αποτελεσμάτων (Result list) του Classify Tab, και κάνοντας δεξί κλικ πάνω

στην τελευταία ταξινόμηση που πραγματοποιήσαμε με τον ταξινομητή J48 (Εικ. 4.4.),

επιλέγουμε Visualize Tree ώστε να έχουμε μια καλύτερη απεικόνιση του δέντρου επιλογών

που αναφέρθηκε προηγουμένως.

Εικ. 4.4. Για την εμφάνιση του δέντρου απόφασης που δημιουργήθηκε από την ταξινόμηση, μετακινούμαστε στο
Result list και κάνοντας δεξί κλικ πάνω στην ταξινόμηση με J48 επιλέγουμε Visualize Tree

Δημιουργήθηκαν όπως βλέπουμε 35 φύλλα (leaves), ενώ το μέγεθος του δέντρου είναι

69. Μέγεθος το οποίο αντιστοιχεί ουσιαστικά στο σύνολο των κόμβων που παρατηρούνται στο

δέντρο αποφάσεων (Εικ. 4.5.). Σε κάθε διακλάδωση υπάρχει μια συνθήκη, η οποία εάν

πραγματοποιείται, θα μας οδηγήσει σε ένα φύλλο (leaf) του δέντρου, σύμφωνα με το οποίο

θα ταξινομηθεί η καταχώρηση αυτή. Επίσης, σε κάθε φύλλο αναγράφεται η ονομαστική



51

(nominal) τιμή που τελικά λαμβάνει η εκάστοτε καταχώρηση. Για παράδειγμα, στο φύλλο

moderate φαίνεται να έχουν «φτάσει», και άρα ταξινομηθεί, 3 καταχωρήσεις (Εικ. 4.5.).

Εικ. 4.5. Απεικόνιση δέντρου απόφασης που δημιουργήθηκε κατά την ταξινόμηση

Το δέντρο που έχει προκύψει, όπως υποδηλώνεται και νωρίτερα από το μέγεθός του,

είναι αρκετά πολύπλοκο, με πολλές διακλαδώσεις. Τέτοιες περιπτώσεις συνήθως αντιστοιχούν

σε overfitting του μοντέλου στα δεδομένα μας, το οποίο θα αναλύσουμε καλύτερα στη

συνέχεια της εργασίας.

Στο παρόν χρησιμοποιήθηκε δεκαπλή (10-fold) cross-validation και κατά συνέπεια,

όπως φαίνεται και στις επόμενες εικόνες τα δεδομένα μας έχουν χωριστεί σε 10 ομάδες

καταχωρήσεων ως εξής:

9 ομάδες x 688 καταχωρήσεις + 1 ομάδα x 687 καταχωρήσεις (βλ. Εικόνες 4.6., 4.7.). Σύνολο

6879 καταχωρήσεις:
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Εικ. 4.6. Τα δεδομένα παρουσιάζονται σε μορφή λίστας. Διακρίνονται οι “ομάδες” στις οποίες έχουν χωριστεί για
τις επιμέρους ταξινομήσεις. Παρατηρούμε πως μετά από τον αριθμό 688 η αρίθμηση ξεκινά ξανά από το ένα και
άρα με αυτό τον τρόπο υποδεικνύεται η αλλαγή ομάδας καταχωρήσεων.

Εικ. 4.7. Φθάνοντας στο τέλος της λίστας παρατηρούμε τον αριθμό 687, που συμβολίζει και την τελευταία
καταχώρηση της 10ης ομάδας δεδομένων

Στη συνέχεια, πραγματοποιούμε την ταξινόμηση 1-fold σε κάθε γκρουπ δεδομένων με

τη σειρά και συνεχίζουμε το training στα υπόλοιπα 9 μαζί (βλ. Παράγραφος 3.1.7). Αυτό δίνει
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10 αποτελέσματα αξιολόγησης, των οποίων υπολογίζεται η μέση τιμή. Συνολικά λοιπόν

πραγματοποιούνται 10 + 1 επαναλήψεις.

4.2. Αλγόριθμος IBk

Μετέπειτα, εργαστήκαμε στο σύνολο δεδομένων και με άλλους ταξινομητές, όπως

αυτός της Εικ. 4.8. (IBk) ο οποίος ανήκει στην ομάδα ταξινομητών “lazy”. Πρόκειται στην

πραγματικότητα για τον αλγόριθμο k-nearest neighbor (kNN), που στο Weka ονομάζεται IBk

(Instanse Based Learner, πηγή: https://machinelearningmastery.com/how-to-tune-a-machine-

learning-algorithm-in-weka/). Η ταξινόμηση με IBk μας έδωσε 83,14% (Εικ. 4.8.) σωστά

ταξινομημένες καταχωρήσεις, ενώ έσφαλλε στην πρόβλεψη μόνο 1160 καταχωρήσεων

(16,86% του συνόλου). Το ποσοστό αποτελεσματικότητας για τον IBk ήταν κατά συνέπεια

3,98 % περίπου χαμηλότερο από εκείνο του J48.

Η σχετική απόκλιση των προβλέψεων που έγιναν από την πραγματικότητα
υπολογίζεται ίση με 0.07. Από τον πίνακα σύγχυσης επίσης παρατηρούμε ότι τα περισσότερα
σφάλματα πραγματοποιήθηκαν για τους minor σεισμούς, παραπάνω από τους μισούς (493) εκ
των οποίων ταξινομήθηκαν ως micro.

https://machinelearningmastery.com/how-to-tune-a-machine-learning-algorithm-in-weka/
https://machinelearningmastery.com/how-to-tune-a-machine-learning-algorithm-in-weka/
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Εικ. 4.8. Έξοδος αποτελεσμάτων έπειτα από την ταξινόμηση με IBk. Επισημαίνεται η απόδοση του αλγορίθμου
στην ταξινόμηση που πραγματοποιήθηκε καθώς και το μεγάλο σφάλμα που είχαμε στη γραμμή minor του πίνακα
σύγχυσης που προέκυψε

4.3. Αλγόριθμος ZeroR και δημιουργία baseline

Άλλος αλγόριθμος (ταξινομητής) που δοκιμάστηκε στο διαθέσιμο σύνολο σεισμικών

δεδομένων ήταν ο ZeroR. Στα αποτελέσματα της ταξινόμησης που φαίνονται στην Εικ. 4.9.,

παρατηρούμε μικρή μείωση της απόδοσης του συγκεκριμένου αλγορίθμου στην ταξινόμηση

των δεδομένων (86,64% σε σχέση με το 87,12% του J48).
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Εικ. 4.9. Αποτελέσματα ταξινόμησης με ZeroR

Γενικότερα, οι απλές μέθοδοι, όπως ο ZeroR μπορεί συνήθως να μην αποδίδουν τόσο

καλά όσο άλλες πιο πολύπλοκες (kNN, J48), αλλά υπάρχουν φορές που είναι το ίδιο

αποτελεσματικές, όπως παρατηρείται και στη συγκεκριμένη περίπτωση. Ένα εξαιρετικά απλό

μοντέλο -που επιλέγει πάντα την κλάση της πλειοψηφίας- αποτελεί την baseline πάνω στην

οποία κάθε άλλη πολυπλοκότερη μέθοδος μάθησης θα πρέπει να είναι σε θέση να βελτιωθεί

(Witten et al., 2011). Επομένως στη συγκεκριμένη περίπτωση θα λάβουμε ως baseline- όπως

ορίστηκε στην παράγραφο 3.1.8.- το μοντέλο ZeroR, το οποίο είχε απόδοση 86,64% στην

ταξινόμηση του συνόλου δεδομένων. Αυτό το ποσοστό θα είναι και ο «πήχης» ο οποίος θα

πρέπει να ξεπεράσουμε με τους υπόλοιπους αλγορίθμους ώστε να φτάσουμε στα καλύτερα

δυνατά αποτελέσματα.
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4.4. Αλγόριθμος NaiveBayes

Η επόμενη ταξινόμηση πραγματοποιήθηκε χρησιμοποιώντας τη μέθοδο NaiveBayes.

Από την Εικ. 4.10., μπορούμε να αντλήσουμε ορισμένα συμπεράσματα για το σύνολο

δεδομένων όπως για παράδειγμα ότι το μέσο βάθος στο οποίο εντοπίζονται moderate σεισμοί

είναι περίπου τα 10,59 km, ενώ το μέσο γεωγραφικό πλάτος και μήκος αντίστοιχα είναι 38,57

και 22,62 περίπου στην περιοχή (Εικ. 4.10.).

Εικ.4.10. Αποτελέσματα ταξινόμησης με NaiveBayes

Παρατηρούμε απόδοση (86,16%) ελαφρώς χαμηλότερη από αυτή του ZeroR (86,64%)

και ακόμη πιο χαμηλή από εκείνη του J48 (87,12%). Ο αριθμός των εσφαλμένα ταξινομημένων

στοιχείων εδώ είναι μικρότερος κατά 210 περίπου -952 καταχωρήσεις έναντι 1160- από εκείνο

του μοντέλου IBk (Εικ. 4.11.).
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Εικ. 4.11. Αποτελέσματα ταξινόμησης με NaiveBayes

4.5. Γραμμική Παλινδρομηση (Linear Regression)

Εν συνεχεία δοκιμάστηκε στα δεδομένα ο ταξινομητής Linear Regression: εάν τώρα

θελήσουμε να εκτελέσουμε αυτή τη μέθοδο στα δεδομένα μας, στην καρτέλα Preprocess του

Εξερευνητή (Explorer) και συγκεκριμένα στο παράθυρο Attributes, μπορούμε να

επεξεργαστούμε τα δεδομένα προς ταξινόμηση. Έτσι λοιπόν, και αφού ο αλγόριθμος

LinearRegression εφαρμόζεται μόνο σε αριθμητικά δεδομένα (numeric) θα επιλέξουμε το

nominal attribute “SIZE” προς αφαίρεση (σε αυτή την περίπτωση μπορούμε να κρατήσουμε το

attribute MAGNITUDE). Σε αντίθετη περίπτωση, και μόνο εάν έχουμε δύο nominal attributes,

θα μπορούσαμε να τα μετατρέψουμε σε 0 και 1 αντίστοιχα και να τρέξουμε το μοντέλο χωρίς

τη διαδικασία αφαίρεσης attribute που πραγματοποιούμε στα δεδομένα του παραδείγματος.

Η ίδια διαδικασία μπορεί να εφαρμοστεί χρησιμοποιώντας και το unsupervised φίλτρο

“Remove” (weka->filters->unsupervised->attribute->Remove, Εικ. 4.12.).
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Εικ. 4.12. Επιλογή του attribute προς αφαίρεση μέσω της επιλογής Remove του Preprocess στον Weka Explorer

Εδώ εκτελούμε τη μέθοδο της γραμμικής παλινδρόμησης για την πρόβλεψη του

μεγέθους ενός σεισμού δοσμένων των γεωγραφικών συντεταγμένων της εστίας του

συμβάντος. Σκοπός είναι να εκπαιδεύσουμε τον αλγόριθμο, με τρόπο τέτοιο ώστε: δοσμένου

ενός συνόλου δεδομένων που περιλαμβάνουν το γεωγραφικό πλάτος, γεωγραφικό μήκος και

εστιακό βάθος παρατήρησης ενός σεισμικού γεγονότος, να μπορεί να προβλεφθεί το μέγεθος

ενός σεισμού που δύνανται να συμβεί στην περιοχή αυτή. Ο αλγόριθμος μας δίνει ένα μοντέλο

για τον υπολογισμό/ πρόβλεψη μεγέθους του σεισμού με εξίσωση (Εικ. 4.13.):

MAGNITUDE= -0.1878 * LAT + 0.211 * LONG + 0.006 * DEPTH + 4.4486

Εύκολα διακρίνονται τα αντίστοιχα “βάρη” στα οποία αναφερθήκαμε στην μαθηματική

περιγραφή του μοντέλου: w1= -0.1878, w2= 0.211, w3= 0.006 και w0= 4.4486
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Εικ. 4.13. Αποτελέσματα ταξινόμησης με γραμμική παλινδρόμηση (linear regression).

Παρατηρείται επίσης πως οι προβλέψεις που έγιναν από τη χρήση του μοντέλου

γραμμικής παλινδρόμησης, δεν απομακρύνονται πολύ από τις πραγματικές τιμές των σεισμών

που εκδηλώθηκαν ως προς το μέγεθός τους. Συγκεκριμένα, το μέσο απόλυτο σφάλμα ή

διαφορετικά η μέση απόκλιση των προβλεπόμενων από τις πραγματικές τιμές προέκυψε ίση

με 0,58 Richter περίπου (Εικ. 4.14.). Έτσι για παράδειγμα αν ένας σεισμός στην

πραγματικότητα είναι της τάξεως των 4 Richter, το μοντέλο θα μπορούσε να κάνει πρόβλεψη

μεταξύ των 3,42 (min. 4 - 0,58) και 4,58 (max. 4+ 0,58) Richter περίπου (Εικ. 4.14.).
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Εικ. 4.14. Αποτελέσματα ταξινόμησης με Linear Regression

Παρατηρούμε επίσης ότι το σύνολο δεδομένων -για τη συγκεκριμένη γεωγραφική

περιοχή- είναι αρκετά ομογενές, όσον αφορά το μέγεθος των σεισμών με ορισμένα μόνο

γεγονότα να χαρακτηρίζονται ως ισχυρά ή και μεγάλης κλίμακας (strong, major). Τα γεγονότα

αυτά μπορούμε να τα χαρακτηρίσουμε ως πιό σπάνια. Δεδομένων των παραπάνω, θα πρέπει

να εντοπίσουμε κάποιον άλλο αλγόριθμο που να προσαρμόζεται καλύτερα στο σετ δεδομένων

μας, όπως λ.χ. τον J48. Άλλωστε στην έξοδο του Linear Regression έχουμε μια εξίσωση για τον

προσδιορισμό του MAGNITUDE που δεν δίνει μεγάλο βάρος στην επίδραση του εστιακού

βάθους (DEPTH), απομακρύνοντάς μας από τη συσχέτιση που επιθυμούμε να

πραγματοποιήσουμε. Επιπλέον, στην απεικόνιση της διαδικασίας, έχουμε την επιλογή να

εμφανίσουμε σε ένα διάγραμμα τις καταχωρήσεις οι οποίες ταξινομήθηκαν λανθασμένα. Αυτό

πραγματοποιείται κάνοντας αριστερό κλικ στην επιλογή “Visualize classifier errors” όπως

φαίνεται στις Εικ. 4.15. και Εικ. 4.16.
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Εικ. 4.15. Απεικόνιση καταχωρήσεων που ταξινομήθηκαν λανθασμένα κατά την ταξινόμηση με NaiveBayes

Εικ. 4.16. Οπτικοποίηση των σφαλμάτων ταξινόμησης
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Τα σωστά ταξινομημένα στοιχεία αναπαρίστανται με ένα "Χ”, ενώ τα στοιχεία που δεν

έχουν ταξινομηθεί σωστά με τετράγωνο (Εικ. 4.16.). Ως λάθος ταξινομημένα χαρακτηρίζονται

τα instances εκείνα που έχουν αντιστοιχηθεί σε λάθος class attribute. Για παράδειγμα ένας

σεισμός που εντοπίζεται σε εστιακό βάθος 18 km και ταξινομείται ως deep, θεωρείται λάθος

ταξινομημένος. Σε αυτό το παράδειγμα, στη δεξιά κάτω γωνία μπορούμε να δούμε κόκκινους

σταυρούς που υποδεικνύουν σωστά ταξινομημένα instances. Δηλαδή, για τιμές σεισμών στα

συγκεκριμένα σημεία, οι σεισμοί αντιστοιχίστηκαν σωστά (π.χ. 4 Richter, light).

Αντιθέτως, δεξιά ακριβώς από τους κόκκινους σταυρούς, παρατηρούμε δύο μπλε

τετράγωνα. Κάνοντας αριστερό κλικ πάνω τους (βλ. Εικ. 4.16.) παρατηρούμε πως οι

συγκεκριμένοι σεισμοί μετρήθηκαν 5.2 και 5.4 Richter αντίστοιχα, και παρόλα αυτά

ταξινομήθηκαν λάθος ως light ενώ επρόκειτο για moderate σεισμούς (MAGNITUDE > 4.9). Μία

άλλη μορφή αναπαράστασης των καταχωρήσεων προτού και μετά την ταξινόμησή τους,

δίνεται με τη χρήση του Visualization από τον Weka GUI Chooser (Visualization-

>BoundaryVisualizer- Εικ. 4.17.).

Εικ. 4.17. «Τρέξιμο» του Boundary Visualizer μέσω του παραθύρου Visualization του Weka Chooser
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4.6. «Προκατάληψη» (Biasing)

Οι ταξινομητές δημιουργούν όρια (boundaries) στο χώρο των καταχωρήσεων, ο

καθένας με διαφορετικές ικανότητες στη διαμόρφωση του χώρου αυτού. Η ικανότητα αυτή

του ταξινομητή ονομάζεται "προκατάληψη" ή “bias”. Εξετάζοντας τους αλγορίθμους που

χρησιμοποιήθηκαν στη διαδικασία της ταξινόμησης (OneR, IBk, NaiveBayes και J48, κλπ.)

βρίσκουμε εντελώς διαφορετικούς βαθμούς biasing, εντελώς διαφορετικούς τρόπους με τους

οποίους «τεμαχίζουν» τον χώρο των instances. Φυσικά, αυτό το είδος οπτικοποίησης

περιορίζεται σε αριθμητικά χαρακτηριστικά και δισδιάστατα διαγράμματα, οπότε δεν οδηγεί

σε γενικευμένα συμπεράσματα για τα δεδομένα, αλλά σίγουρα βοηθά στην κατανόηση

λειτουργίας διαφόρων ταξινομητών.

Στοχεύουμε πλέον να απεικονίσουμε τα όρια που έχουν δημιουργηθεί στον χώρο των

καταχωρήσεων από διαφορετικούς αλγορίθμους που χρησιμοποιήθηκαν για ταξινόμηση

προηγουμένως. Προτού σχεδιάσουμε το πρώτο διάγραμμα επιλέγοντας κάποιον τρόπο

ταξινόμησης, μπορούμε να προσθέσουμε ή και να αφαιρέσουμε σημεία-δεδομένα στο αρχικό

διάγραμμα με τις αντίστοιχες επιλογές Add/ Remove points. Με αυτό τον τρόπο, όταν π.χ. σε

μία περιοχή του διαγράμματος παρατηρούνται συγκεντρωμένα πολλά διαφορετικά σημεία,

συμπεραίνεται πως θα έπρεπε να αφαιρεθούν μερικά εξ αυτών αφού σε διαφορετική

περίπτωση θα επικαλύπτονταν.

Συνεπώς στην εν λόγω περιοχή γίνεται δυνατό να ληφθούν τελικά υπόψη οι

μεγαλύτεροι σεισμοί που συνήθως είναι και πιο σημαντικοί για την πρόβλεψη και

αντιμετώπιση μελλοντικών φαινομένων. Επίσης, το ποσοστό επιτυχίας της ταξινόμησης θα

αυξηθεί με την αφαίρεση των επικαλυπτόμενων σημείων, τα οποία θα μπορούσαν να

θεωρηθούν ως θόρυβος του σήματος στο σταθμό εντοπισμού των σεισμών (Εικ. 4.18.). Όπως

παρατηρήσαμε και παραπάνω, τα περισσότερα σεισμικά δεδομένα έχουν συγκεντρωθεί στα

πρώτα 20 km κάτω από την επιφάνεια της Γης. Αρχικά, φαίνεται να υπάρχει μια μικρή αύξηση

του μετρούμενου μεγέθους του σεισμού συναρτήσει της αύξησης του βάθους στο οποίο αυτός

εντοπίζεται (Εικ. 4.19.).
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Εικ. 4.18. Aπεικόνιση χωρικής κατανομής των σεισμών σε σύστημα αξόνων γεωγραφικό πλάτος- γεωγραφικό
μήκος. Γεωγραφική κατανομή των επικέντρων των σεισμών αποκαλύπτει περιοχές αυξημένης σεισμικής δράσης
και άρα χαρτογραφεί ρηξιγενείς ζώνες

Η “τάση” αυτή βέβαια σταματά για σεισμούς σε βάθη μεγαλύτερα των 118 km και

επομένως δεν μπορεί να ληφθεί υπόψιν ως γενικό συμπέρασμα για τη σχέση μεταξύ εστιακού

βάθους μεγέθους σεισμού για τις καταχωρήσεις της εξεταζόμενης περιοχής. Παραμένει η
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πιθανότητα βέβαια, το γεγονός ότι έχουμε μετρήσεις μόνον μέχρι τα συγκεκριμένα εστιακά

βάθη, να εμποδίζει την περαιτέρω απεικόνιση της καμπύλης αυτής.

Εικ. 4.19. Κατανομή σεισμών σε σύστημα αξόνων Χ (εστιακό βάθος)- Υ (μέγεθος σεισμού). Οι βαθύτεροι σεισμοί
για τον όγκο διαθέσιμων μετρήσεων κυμαίνονται στην περιοχή minor κυρίως (3-3.9 Richter), ενώ παρατηρούνται
3 moderate σεισμοί (5-5.9 Richter) κοντά στην επιφάνεια της εξεταζόμενης περιοχής.
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Όσο πλησιάζουμε σε περιοχές micro (M< 2) σεισμών, η απόχρωση του μπλε γίνεται πιο

ανοιχτή, υποδηλώνοντας έτσι τη σταδιακή αλλαγή περιοχής (Εικ. 4.20.). Επίσης παρατηρούμε

πως ο J48, σε αντίθεση με τον ZeroR, δημιουργεί ένα διαφορετικό τύπο προκατάληψης. Ως

αποτέλεσμα η αρχικά μαύρη περιοχή της Εικ. 4.18. είναι πλέον μπλε αναπαριστώντας

σεισμούς μεγέθους minor.
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Εικ. 4.20. Προβολή επικέντρων σεισμών σε σύστημα αξόνων γεωγραφικό πλάτος- γεωγραφικό μήκος με J48
Παρατηρούμε πως η -αρχικά- χρωματισμένη μαύρη περιοχή έχει οριοθετηθεί με μπλε κατά βάση χρώμα, το οποίο
αντιστοιχεί στους minor (3-3.9 M) σεισμούς που επικρατούν σε αυτήν.

Εικ. 4.21. BoundaryVisualizer με ταξινομητή OneR. Διαμερισμός χρωμάτων που διαφέρει από εκείνον του J48 (Εικ.
4.20). Στον άξονα των Χ μετράμε εστιακό βάθος σε km, ενώ στον Υ τη δύναμη (Μ) του σεισμού
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Στην Εικ. 4.21. έχουμε μια γραφική παράσταση των δεδομένων με τη χρήση του

αλγορίθμου OneR που ανήκει στην κατηγορία «rules». Το έγχρωμο διάγραμμα δείχνει τα όρια

απόφασης, με τα δεδομένα εκπαίδευσης τοποθετημένα πάνω του. Ως όρια απόφασης,

ονομάζονται τα όρια εκείνα τα οποία περικλείουν μια περιοχή εντός της οποίας εντοπίζονται

σεισμοί που αντιστοιχούνται στα ίδια classes, έχοντας έτσι τόσες κλάσεις όσες και τα χρώματα

που παρατηρούνται. Απόφαση επομένως είναι η ένταξη ενός data point σε ένα class. Ας δούμε

τι κάνει το OneR σε αυτό το σύνολο δεδομένων στον Explorer. Η OneR έχει επιλέξει να

διαχωρίσει με βάση το μέγεθος των σεισμών (MAGNITUDE). Αν αυτό είναι μικρότερο από ένα

συγκεκριμένο αριθμό (π.χ. <1), παίρνουμε ένα αμελητέο σεισμό (negligible)- αν είναι

1 ≤ MAGNITUDE < 2, παίρνουμε ένα micro σεισμό κ.ο.κ. Κατ’ αυτό τον τρόπο παρατηρούμε το

διάγραμμα χωρισμένο με 5 χρώματα σε πέντε διαφορετικές περιοχές που αντιστοιχούν στις

διαφορετικές κατηγορίες σεισμών (Εικ. 4.21.).

4.7. Έλεγχος υπερπροσαρμογής (Overfitting)

Περαιτέρω, έγινε έλεγχος για υπερπροσαρμογή (overfitting). Θα πρέπει λοιπόν με

κάποιον τρόπο να ελέγξουμε το ενδεχόμενο να έχει δημιουργηθεί ένα μοντέλο το οποίο δεν

θα μπορούσε μελλοντικά να γενικευτεί σε νέα δεδομένα. Η διαδικασία πραγματοποιείται

χρησιμοποιώντας (κατά Witten) τον ταξινομητή OneR και είναι η εξής (σε αυτή την περίπτωση

για την δημιουργία baseline λαμβάνουμε υπόψη τον OneR αντί του ZeroR): Τρέχουμε αρχικά

τον OneR με default παραμέτρους και χρησιμοποιώντας 10-fold cross-validation στο σετ

δεδομένων μας (Εικ. 4.22.). Ως αποτέλεσμα, και αφού ο OneR ανήκει στην ομάδα ταξινομητών

“rules”, δημιουργείται ένας κανόνας για το attribute, MAGNITUDE. Ο κανόνας αυτός έχει

χωρίσει το πρόβλημα σε πέντε διαφορετικά σενάρια:

 Εάν ο σεισμός είναι μικρότερος από 0,95 Richter, τότε χαρακτηρίζεται ως negligible

(αμελητέος )

 Εάν ο σεισμός είναι μεταξύ 0,95 και 1,95 Richter, τότε χαρακτηρίζεται ωςmicro

 Εάν ο σεισμός είναι μεταξύ 1,95 και 3,95 Richter, τότε χαρακτηρίζεται ωςminor
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 Εάν ο σεισμός είναι μεταξύ 3,95 και 5,05 Richter, τότε χαρακτηρίζεται ως light, ενώ

 Εάν είναι μεγαλύτερος ή ίσος με 5,05 Richter, ωςmoderate

Ομοίως λειτουργεί για minor, light και moderate σεισμούς. Παρατηρούμε δηλαδή να

έχει δημιουργηθεί στην ουσία ένα δέντρο με 5 φύλλα (στην Εικ. 4.22. έχουν αριθμηθεί τα 5

αυτά φύλλα), όπως χαρακτηρίζονται στο Weka, το οποίο και ταξινόμησε τις καταχωρήσεις

σωστά στο σύνολό τους (100%). Στο επόμενο βήμα, αφαιρούμε το attribute MAGNITUDE από

το Preprocess tab του Weka και επαναλαμβάνουμε τη διαδικασία ταξινόμησης με OneR.

Εικ. 4.22. Δημιουργία Baseline- πρώτη ταξινόμηση με default παραμέτρους για OneR. Η baseline που προέκυψε
είναι ίση με περίπου 65,99 % (Εικ. 4.23.)
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Εικ. 4.23. Αποτελέσματα ταξινόμησης με OneR, στο κόκκινο πλαίσιο παρατηρείται το δέντρο με τα 5 φύλλα που
προέκυψε από την ταξινόμηση των καταχωρήσεων σε minor, micro σεισμούς ανάλογα με το βάθος (DEPTH) στο
οποίο αυτοί εντοπίστηκαν.

Βλέπουμε πλέον ο διαχωρισμός που πραγματοποιείται για το χαρακτηρισμό του

σεισμού ως micro, negligible, minor, light και moderate (Εικ. 4.23.) να γίνεται με βάση το

εστιακό βάθος με 4579 από τα 6789 instances να έχουν ταξινομηθεί σωστά (περίπου 66%). Στη

συνέχεια, κάνοντας αριστερό κλικ (Classifier > Choose) πάνω στον OneR, θα αλλάξουμε την

παράμετρο minBucketSize (παράμετρος μόνον του OneR) από 6 όπου είναι προκαθορισμένη

σε 1 και θα ξανατρέξουμε τον αλγόριθμο (Εικ. 4.24.).
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Εικ. 4.24. Μεταβολή της παραμέτρου minBucketSize προκειμένου να γίνει έλεγχος για overfitting

Ως έξοδος, παράγεται ένα μοντέλο το οποίο διακλαδώνεται με βάση το εστιακό βάθος

(Εικ. 4.23.) όπως βλέπουμε (DEPTH). Οι καταχωρήσεις που ταξινομήθηκαν σωστά αυτή τη

φορά είναι ελαφρώς περισσότερες από εκείνες με default minBucketSize (4585 έναντι 4579).

Παρόλα αυτά βέβαια, οι διακλαδώσεις σε αυτήν περίπτωση υπερδιπλασιάστηκαν (13 έναντι 5)

όπως φαίνεται στο κόκκινο περίγραμμα της Εικ. 4.25.

Το γεγονός αυτό μας οδηγεί άμεσα στο συμπέρασμα πως το συγκεκριμένο μοντέλο για

τις επιλεχθείσες παραμέτρους αντιμετωπίζει πρόβλημα overfitting. Με άλλα λόγια έχουν

προκύψει περιττές διακλαδώσεις για την τελική απόφαση ως προς το χαρακτηρισμό ενός

σεισμού -στο συγκεκριμένο παράδειγμα- οι οποίες θα προτιμούσαμε να αφαιρεθούν ώστε να

απλοποιείται η λύση του μοντέλου και να έχει τη δυνατότητα ευρείας εφαρμογής και για άλλα

σετ δεδομένων (Εικ. 4.25.).
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Εικ.4.25. Εμφάνιση overfitting,αφού το προκύπτον μοντέλο- δέντρο απόφασης έχει πλέον 13 έναντι 5 συνθηκών
σύμφωνα με τις οποίες πραγματοποιείται η ταξινόμηση.

Ως λύση στην αντιμετώπιση του overfitting, μπορούμε είτε να χρησιμοποιήσουμε

κάποιον άλλο αλγόριθμο για την ταξινόμηση είτε να αυξήσουμε σημαντικά την παράμετρο

minBucketSize (Εικ. 4.26.). Όπως φαίνεται, για minBucketSize= 70 παίρνουμε πολύ καλύτερα

αποτελέσματα, αλλά και πιο απλοποιημένη υποδιαίρεση δεδομένων στην ταξινόμηση (3

κατηγορίες).
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Εικ. 4.26. Ταξινόμηση με OneR για minBucketSize= 70

4.8. Καμπύλες Μάθησης (Learning Curves)

Ο Witten (2011), προτείνει μεταξύ άλλων τεχνικών αξιολόγησης μιας ταξινόμησης, και

αυτή των καμπυλών μάθησης. Η καμπύλη μάθησης είναι μια γραφική παράσταση των

επιδόσεων μάθησης του μοντέλου σε συνάρτηση με την εμπειρία ή το χρόνο. Με άλλα λόγια,

πρόκειται για διαγράμματα που δείχνουν τις αλλαγές στις μαθησιακές επιδόσεις με την

πάροδο του χρόνου εκμάθησης, ο οποίος μεταφράζεται ως εμπειρία του εκάστοτε μοντέλου.

Επειδή λοιπόν ποτέ δεν μπορεί να θεωρηθεί πως τα διαθέσιμα δεδομένα είναι πολλά, οι

καμπύλες μάθησης έρχονται να μας βοηθήσουν στην καλύτερη αντίληψη του πόσα στοιχεία

έχουμε πραγματικά στα χέρια μας για την επίλυση ενός προβλήματος μηχανικής μάθησης. Με

τον όρο στοιχεία εννοούμε πάντα τον όγκο δεδομένων που μπορούν πραγματικά να
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συμβάλλουν στην επίλυση ενός προβλήματος μηχανικής μάθησης. Με άλλα λόγια μεγάλος

όγκος δεδομένων δεν συνεπάγεται πάντα και επιτυχία στην ταξινόμηση αφού μπορεί να

πρόκειται για καταχωρήσεις ασύνδετες μεταξύ τους, επικαλυπτόμενες, κ.α. Σε αυτό το σημείο,

η καμπύλη μάθησης μπορεί να αποδώσει με πιο κατανοητό τρόπο (απεικόνιση) την επίδραση

του όγκου δεδομένων στην αντιμετώπιση ενός προβλήματος μηχανικής μάθησης.

Ο αλγόριθμος που θα χρησιμοποιήσουμε είναι ο FilteredClassifier. Πολλές φορές,

υπάρχει ανάγκη για χρήση ενός φίλτρου πριν την ανάπτυξη ενός ταξινομητή. Το φίλτρο μπορεί

να χρησιμοποιηθεί για την αφαίρεση, το μετασχηματισμό, τη διακριτοποίηση και την

προσθήκη χαρακτηριστικών κ.ο.κ. Ο πιο συνηθισμένος τρόπος για να γίνει αυτό είναι η χρήση

των φίλτρων του Weka όπως αυτά παρουσιάστηκαν στην παράγραφο 3.1.3. Εκτός αυτού,

υπάρχει διαθέσιμη μια λειτουργία του Weka ονόματι FilteredClassifier, η οποία πραγματοποιεί

την εκτέλεση ενός ταξινομητή σε δεδομένα που έχουν περάσει από ένα φίλτρο της επιλογής

μας. Συγκεκριμένα αφού έχουμε φορτώσει το αρχείο δεδομένων μας στον Explorer του Weka,

κάνουμε τα εξής: Classify Tab > Classifier > Choose > meta > FilteredClassifier.

Στη συνέχεια θα αλλάξουμε ορισμένες παραμέτρους πριν τρέξουμε τον συγκεκριμένο

ταξινομητή. Ας πούμε ότι επιλέγουμε να πραγματοποιήσουμε την ταξινόμηση με J48.

Κάνοντας αριστερό κλικ λοιπόν πάνω στον FilteredClassifier, στο παράθυρο που εμφανίζεται

επιλέγουμε classifier > Choose > J48 (Εικ. 4.27). Επίσης, θα αλλάξουμε το filter σε resample

(αναδειγματοληψία) και θα το παραμετροποιήσουμε ως εξής:

noReplacement = True (απαγορεύει την αντικατάσταση instances)

SampleSizePercent = 1.0 (μέγεθος του υπο- δείγματος σε σχέση με το αρχικό dataset

εκφρασμένο σε ποσοστό %).

Η αναδειγματοληψία που αναφέρθηκε, αφορά στο ποσοστό επί τοις εκατό του νέου

συνόλου δεδομένων σε σχέση με το αρχικό. Με πολλές επαναλήψεις έχουμε μια εικόνα για το

μέγεθος του δείγματος - εκ του συνόλου δεδομένων - για το οποίο έχουμε τα βέλτιστα

αποτελέσματα ταξινόμησης. Η διαδικασία αυτή έχει ως απώτερο σκοπό τη μείωση του όγκου
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δεδομένων προς επεξεργασία, η οποία κατ’ επέκταση συνεπάγεται βραχύτερους χρόνους

εργασίας σε ένα πρόβλημα Μηχανικής Μάθησης και γενικότερα βελτιστοποίηση αυτού.

Εικ. 4.27. Ρύθμιση FilteredClassifier. Στο πρώτο παράθυρο στα αριστερά θα επιλέξουμε ως classifier τον J48,ως
filter Resample και με αριστερό κλικ πάνω στο Resample εμφανίζεται το παράθυρο που φαίνεται στα δεξιά και το
οποίο παραμετροποιείται όπως φαίνεται παραπάνω

Τρέχοντας τον συγκεκριμένο αλγόριθμο για ποσοστά training data 1, 2, 5, 10, 20, 40, 50,

60, 70, 80, 90, 100% επί του συνόλου των δεδομένων προκύπτει η ζητούμενη καμπύλη

μάθησης (Εικ. 4.28.). Σε αντίθεση με την παραπάνω learning curve, υπάρχουν περιπτώσεις στις

οποίες πέρα ενός συγκεκριμένου ποσοστού training data, η απόδοση του αλγορίθμου αρχίζει

να μειώνεται, ενώ εκείνες για baseline αλγορίθμους όπως ο ZeroR τείνουν να παραμένουν

ευθείες παράλληλες στον άξονα των X. Για την εξαγωγή της παραπάνω καμπύλης θα

μπορούσαμε να χρησιμοποιήσουμε τα εργαλεία του Experimenter στο Advanced Mode.

Συνήθως λοιπόν, με την εν λόγω διαδικασία μπορούμε να παρατηρήσουμε το σημείο εκείνο
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στο οποίο η απόδοση του αλγορίθμου σταθεροποιείται είτε αρχίζει να υποχωρεί ελαφρώς.

Αυτό το σημείο, αντιπροσωπεύει το ποσοστό training data που θεωρείται αρκετό για την

εξαγωγή αντικειμενικότερων συμπερασμάτων των δεδομένων μας. Οι καμπύλες αυτές

συστήνεται να χρησιμοποιούνται με εμπειρικό τρόπο και όχι ως απόλυτος αντικατοπτρισμός

για την κατάσταση των διαθέσιμων δεδομένων (Witten, 2014).

Εικ. 4.28. Καμπύλη μάθησης, η άνοδος της καμπύλης υποδηλώνει αύξηση της απόδοσης, ενώ επιπέδωση
συνδέεται με σταθεροποίηση της απόδοσης

4.9. Ομαδοποίηση (Clustering)

Εάν θελήσουμε να εξετάσουμε την αντιμετώπιση του συνόλου δεδομένων, που έχουμε

επεξεργαστεί έως τώρα, ως προς την εμφάνιση φυσικών ομάδων με κοινά χαρακτηριστικά

(clustering) μπορούμε να λειτουργήσουμε ως εξής. Χρησιμοποιούμε τον αλγόριθμο

Expectation Maximization ο οποίος είναι ένας πιθανοκρατικός αλγόριθμος ομαδοποίησης

(probabilistic clustering), που βρίσκεται στο παράθυρο Cluster του Weka Explorer και τον

οποίο εκτελέσαμε αρχικά με προκαθορισμένες παραμέτρους (Εικ. 4.29.). Για να μπορέσουμε
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να τον τρέξουμε στα δεδομένα μας, θα πρέπει να αφαιρέσουμε από αυτά το class attribute,

δηλαδή το SIZE (χαρακτηρισμός του σεισμού ανάλογα με το μέγεθός του), με τον τρόπο που

έχουμε δει και νωρίτερα στο Preprocess panel του Weka Explorer. Το ερώτημα τώρα είναι εάν

θα λάβουμε τις κλάσεις στις οποίες κατηγοριοποιούσαμε τα δεδομένα, κατά το διαχωρισμό

των instances σε ομάδες. Επιπλέον, έχει ενδιαφέρον η διαδικασία αναζήτησης τέτοιων

ομάδων (clusters) στο σύνολο των δεδομένων, αφού σε αρκετές περιπτώσεις μπορεί να

υποδηλώσει την ύπαρξη συσχετίσεων μεταξύ διαφορετικών σεισμικών γεγονότων που δεν

έχουν εντοπιστεί από την επιστήμη της σεισμολογίας.

Εικ. 4.29. Παραμετροποίηση EM Clusterer. numClusters αφορά στον αριθμό των ομάδων (clusters) που θέλουμε
να δημιουργήσουμε, numFolds τα folds στα οποία θα γίνει η επανάληψη της ταξινόμησης όπως αυτά ορίστηκαν
στην λειτουργία της cross-validation, οι υπόλοιπες παράμετροι δεν μεταβάλλονται για το σκοπό αυτής της
ταξινόμησης

Παρατηρούμε συγκεκριμένα την παράμετρο numClusters ρυθμισμένη στο -1, δηλαδή ο

αριθμός των ομάδων που θα προκύψουν θα είναι -1. Η numClusters επιβάλλει ουσιαστικά
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στον αλγόριθμο να ομαδοποιήσει τα δεδομένα σε n- clusters (ομάδες). Με μια πρώτη όψη δεν

έχει πολύ νόημα κάτι τέτοιο αφού δεν μπορούμε να έχουμε αρνητικό αριθμό ομάδων. Θα

προκύψει δηλαδή, όπως αναμένεται 1 ομάδα που είναι και το ελάχιστο δυνατό.

Εικ. 4.30. Επιλογή attribute προς παράβλεψη μέσω τις λειτουργίας Ignore attributes του EM clusterer

Η σημασία όμως του αριθμού αυτού είναι η εξής: ο ΕΜ καθορίζει τον αριθμό γκρουπ

για ομαδοποίηση. Όπως ορίστηκε στην παράγραφο 3.1.3. η ομαδοποίηση σε αντίθεση με την

ταξινόμηση, εντοπίζει ομοιότητες μεταξύ των καταχωρήσεων και δημιουργεί n- ομάδες στις

οποίες τις αντιστοιχεί. Στην περίπτωση που έχουμε γνωστά class attribute, για την σωστή

εφαρμογή της ομαδοποίησης θα πρέπει να “κρύψουμε” την κλάση.

Έτσι στο “Ignore attributes” θα επιλέξουμε το SIZE (Εικ. 4.30.). Το μόνο class attribute

στα δεδομένα μας ειναι το SIZE, το οποίο και θέλουμε να μη ληφθεί υπόψη κατά την
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διαδικασία που θα πραγματοποιηθεί γιαυτό και επιλέγουμε να το αγνοήσουμε. Έπειτα

τρέχουμε τον αλγόριθμο και τα αποτελέσματα εμφανίζονται παρακάτω.

Εικ. 4.31. Αποτελέσματα EM Clustering, με 10 clusters να έχουν προκύψει

Φαίνεται λοιπόν πως προέκυψαν 10 (0, 1, 2, 3,…, 9) συνολικά ομάδες (clusters) από την

αξιολόγηση που πραγματοποίησε μόνος του ο αλγόριθμος με 49 επαναλήψεις να έχουν

ολοκληρωθεί (Εικ. 4.31.). Για να έχουμε μια ιδέα της τελευταίας ομαδοποίησης αρκεί να

κάνουμε δεξί κλικ πάνω στο EM στη λίστα της τελευταίας ταξινόμησης και να επιλέξουμε

“Visualize Cluster Assignments”.

Μπορούμε να παρατηρήσουμε τις ομάδες στις οποίες έχουν αντιστοιχηθεί οι διάφορες

καταχωρήσεις. Είναι εμφανές ότι ο αριθμός των συστάδων είναι πιθανόν αρκετά μεγάλος,

αφού επικαλύπτονται αρκετά μεταξύ τους στο χώρο. Πιθανόν λοιπόν να γίνεται λόγος για
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overfitting με ένα τέτοιο μοντέλο (Εικ. 4.32.). Προσπαθήσαμε να αλλάξουμε την παράμετρο

numClusters από (-1) σε 3 και προέκυψαν οι τρεις συστάδες που φαίνονται παρακάτω (Εικ.

4.33.). Στην περίπτωση αυτή τα δεδομένα μας φαίνεται να κατανέμονται καλύτερα στο χώρο,

ενώ θα μπορούσαμε να ξεχωρίσουμε δύο κυριότερα κέντρα έξαρσης της σεισμικής

δραστηριότητας cluster0 και cluster2 στο νότιο-δυτικό τμήμα της περιοχής και προς την

ανατολική πλευρά αντίστοιχα.

Εικ. 4.32. Visualize cluster assignments. Άξονας Χ: γεωγραφικό μήκος, άξονας Υ: γεωγραφικό πλάτος



81

Εικ. 4.33. Αλλαγή αριθμού clusters από -1 σε 3 και εμφάνιση αποτελεσμάτων. Παρατηρείται πλέον μικρότερη
επικάλυψη δεδομένων στο χώρο

4.10. Χρονοσειρές (Time Series)

Έως τώρα έχουμε δει πολλές από τις δυνατότητες του Weka στην επεξεργασία

δεδομένων. Ωστόσο, πέρα από την προσπάθεια ταξινόμησης των σεισμών, η θεώρησή τους ως

χρονοσειρές, μπορεί να δώσει ορισμένα συμπεράσματα για πιθανή περιοδικότητα στα

φαινόμενα αλλά και καλύτερη εκτίμηση όσον αφορά στη χρονική στιγμή που αναμένεται να

συμβεί ένα σεισμικό γεγονός.

Η ανάλυση χρονοσειρών είναι η διαδικασία χρήσης στατιστικών τεχνικών για τη

μοντελοποίηση και την ερμηνεία μιας σειράς από data points εξαρτώμενης από το χρόνο. Η

πρόβλεψη χρονοσειρών αναφέρεται στη διαδικασία χρήσης ενός μοντέλου για τη δημιουργία

προβλέψεων (forecasts) για μελλοντικά γεγονότα με βάση γνωστά γεγονότα του παρελθόντος,
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όπως λ.χ. σεισμών (Jun- Hee Lee et al. , 2011). Τα δεδομένα χρονοσειρών έχουν μια φυσική

χρονική διάταξη - αυτό διαφέρει από τις τυπικές εφαρμογές data mining/ machine learning

όπου κάθε σημείο δεδομένων είναι ένα ανεξάρτητο παράδειγμα της έννοιας που πρέπει να

“μάθει” και η διάταξη των σημείων δεδομένων εντός ενός συνόλου δεδομένων δεν έχει

σημασία. Τα σεισμικά γεγονότα αποτελούν κλασικό παράδειγμα χρονοσειρών.

Ξεκινάμε λοιπόν, ανοίγοντας την επιφάνεια εργασίας του Explorer και φορτώνοντας το

νέο αρχείο μας (Εικ. 4.34), το οποίο περιλαμβάνει και τις ημερομηνίες στις οποίες έχουν

καταμετρηθεί οι σεισμοί. Αφού εγκαταστήσουμε το πακέτο timeseriesForecasting από το

Package manager του Weka GUI Chooser, στο παράθυρο Preprocess του WekaExplorer, θα

αφαιρέσουμε (Remove) τα attributes LAT, LONG, DEPTH αφού θέλουμε να έχουμε γενικότερη

πρόβλεψη στην εξεταζόμενη περιοχή.

Εικ. 4.34. Νέο .arff αρχείο με χρονικά αποτυπώματα (1 ακόμη attribute: DATE)



83

Μεταφερόμαστε τώρα στο νέο παράθυρο του Explorer που έχει εμφανιστεί μετά την

εγκατάσταση του παραπάνω πακέτου με όνομα Forecast. Ως target ονομάζεται η μεταβλητή

για την οποία στοχεύουμε να αντλήσουμε στοιχεία κατά την επεξεργασία της με αλγορίθμους

μηχανικής μάθησης. Έτσι, στο target selection (Εικ. 4.34) εμφανίζεται πλέον μόνο το attribute

MAGNITUDE. Αυτό συμβαίνει γιατί τα παραπάνω 3 attributes αφαιρέθηκαν, το DATE δεν

λαμβάνεται ως attribute πάνω στο οποίο μπορεί να γίνει πρόβλεψη και το SIZE, όντας

ονομαστική (nominal) δεν λαμβάνεται υπόψη για την πρόγνωση της χρονοσειράς (Εικ. 4.35).

Εικ. 4.35. Περιβάλλον εργασίας Forecast

Παρατηρούμε τώρα διάφορες παραμέτρους οι οποίες χρήζουν ρύθμισης. Μία από

αυτές είναι η περιοδικότητα (periodicity) με την οποία θέλουμε να ελέγξουμε τα δεδομένα μας,

έτσι ώστε να δούμε τις ωριαίες, εβδομαδιαίες, μηνιαίες, τετραμηνιαίες (quarterly) ή και

ετήσιες μεταβολές τους. Θα επιλέξουμε το monthly αφού έχουμε χρονικά στοιχεία μέχρι και
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για μήνες στην περίπτωσή μας, ενώ όπως βλέπουμε το προεπιλεγμένο χρονικό αποτύπωμα

(time stamp) είναι ρυθμισμένο στο DATE. Έπειτα μεταβαίνουμε στις πιο προχωρημένες

ρυθμίσεις (Advanced Configuration) όπου συνεχίζουμε την παραμετροποίηση πριν το τρέξιμο

του αλγορίθμου. Ως base learner θα χρησιμοποιήσουμε LinearRegression με default

παραμέτρους, αφού επιδιώκουμε μια γραφική απεικόνιση της εξέλιξης του φαινομένου.

Έπειτα στο Lag creation επιλέγουμε More options και επιλέγουμε το “Remove leading

instances with unknown lag values” έτσι ώστε να αφαιρέσουμε τα instances στα οποία

υπάρχουν ελλιπείς (missing) τιμές. Δεν συμβαίνει κάτι τέτοιο στα δεδομένα μας αλλά κάνουμε

την διαδικασία προαιρετικά. Ως περιοδικά attributes (π.χ. φάση ενός ταλαντωτή) δεν

επιλέγουμε κανένα (None).

Πατώντας start σε αυτό το σημείο ο αλγόριθμος μας εμφάνισε ένα σφάλμα. Αυτό

συνέβη γιατί στις 6879 instances έχουμε φαινόμενα που επικαλύπτονται. Με άλλα λόγια,

έχουν καταμετρηθεί περισσότεροι σεισμοί για ίδιες ημερομηνίες. Μάλιστα, από το pre-process

πάνελ του Explorer, σε προηγούμενο στάδιο παρατηρήσαμε ότι για το attribute DATE

υπάρχουν μόνον 747 διακριτές (distinct) τιμές- ημερομηνίες (Εικ. 4.36.). Δημιουργούμε ένα νέο

αρχείο, στο οποίο έχουν αφαιρεθεί οι “επικαλύψεις” και άρα έχουμε τιμές για τις 747

ξεχωριστές αυτές ημερομηνίες. Κατ’ αυτό τον τρόπο ελαχιστοποιούμε σε μεγάλο βαθμό τον

όγκο δεδομένων πάνω στον οποίο θα εργαστούμε, ώστε να εστιάσουμε στα μεγαλύτερα

σεισμικά γεγονότα για τις αντίστοιχες ημερομηνίες, τα οποία είναι και τα πιο επικίνδυνα. Ο

εντοπισμός μιας περιοδικότητας μεταξύ των σεισμών αυτών και κατ’ επέκταση μιας

περιοδικότητας στην κίνηση των λιθοσφαιρικών πλακών όπως αυτή σχολιάστηκε στο Κεφ. 2

μπορεί να μας φέρει πιο κοντά στο ζητούμενο. Βάσει αυτών θα συνεχίσουμε την

παραμετροποίηση και το τρέξιμο του αλγορίθμου.
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Εικ. 4.36. Παράθεση δεδομένων για 6 πλέον attributes μετά την προσθήκη των ημερομηνιών (DATE) που
καταγράφηκαν οι σεισμοί

Βρισκόμαστε λοιπόν στο παράθυρο Evaluation όπου και θα επιλέξουμε “Evaluate on

training” (γίνεται αξιολόγηση βάσει των δεδομένων εκπαίδευσης) και αξιολόγηση σε held out

training (αξιολόγηση βάσει υποσυνόλου δεδομένων εκπαίδευσης), για 24 μήνες, όπως

φαίνεται και στην εικόνα που ακολουθεί (Εικ. 4.37.). Οι 24 μήνες που αντιστοιχούν σε πολύ

μικρό χρονικό διάστημα (2 χρόνια) σε σχέση με τα σεισμικά δεδομένα που έχουμε

συγκεντρώσει (50 χρόνια), επιλέγονται δοκιμαστικά για να πάρουμε μια πρώτη ιδέα για τα

αποτελέσματα του μοντέλου σε περίπτωση που υπάρχουν λίγα διαθέσιμα δεδομένα. Στη

συνέχεια, το βάθος χρόνου για το οποίο επεξεργάζονται στοιχεία, θα αυξηθεί.
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Εικ. 4.37. Παραμετροποίηση Forecast. Στο Evaluation είναι ήδη επιλεγμένα τα κουτάκια MAE και RMSE, ενώ θα
επιλέξουμε ως έξοδο και το Mean squared error (MSE). Ομοίως για Evaluate on training και Evaluate on held out
training. Το τελευταίο ρυθμίζεται στο 24 (24 μήνες)

Εν συνεχεία, θα παραμετροποιήσουμε το παράθυρο Output της εξόδου (Εικ. 4.38.), ως
έχει παρακάτω και θα πατήσουμε Start για να εκκινήσει ο αλγόριθμος:

- Output predictions at step: δεδομένης μιας μεταβλητής εισόδου (είσοδος), η
συνάρτηση χρονοσειράς απαντά στο ερώτημα ποια είναι η προβλεπόμενη μεταβλητή εξόδου
(έξοδος) σε ένα χρονικό βήμα (step)

- Output future predictions at step

- Graph predictions at step οι προβλέψεις όπως περιγράφηκαν παραπάνω
υπολογίζονται και απεικονίζονται για 1, 2 ή και περισσότερα βήματα έπειτα από τη χρονολοία
του συνόλου δεδομένων.Τα βήματα παραμετροποιούνται ανάλογα με το τι επιλέγουμε σε
μέρες, μήνες, έτη κλπ.

- Graph target at steps

- Graph future predictions beyond end of series
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Ως targets αναφέρονται τα χαρακτηριστικά εκείνα ενός συνόλου δεδομένων για τα
οποία θέλουμε να αποκτήσουμε βαθύτερη κατανόηση.

Εικ. 4.38. Επιλέγουμε τα εξής για την έξοδο του forecast: Output predictions at step, Output future predictions at
step, Graph predictions at step, Graph target at steps, Graph future predictions beyond end of series

Πριν εστιάσουμε στα διαγράμματα που προέκυψαν, είναι καλό να διαβάσουμε την

έξοδο (Output) σε κείμενο. Τα στοιχεία που μας ενδιαφέρουν αναπαρίστανται από τον Πίνακα

1 και αφορούν την τιμή του μεγέθους σεισμού που προβλέπεται (MAGNITUDE) .

N (αριθμός μηνών) 24

Mean absolute error 0.4988

Root mean squared error 0.5929

Mean squared error 0.3516
Πίνακας 1
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Στη συνέχεια παρατηρούμε (Εικ. 4.39.) τη γραφική απεικόνιση της χρονοσειράς για το

διάστημα που καθορίσαμε (2 χρόνια).

Εικ. 4.39. “Train predictions for targets”: X άξονας για τον αριθμό των ημερών , Υ άξονας μέγεθος (Μ) σεισμού. Με
κόκκινο παρατηρούμε τα πραγματικά δεδομένα που έχουν καταγραφεί τα 2 χρόνια μεταξύ 2013-2015, ενώ με
μπλε το μοντέλο που προέκυψε για την πρόβλεψη μεγέθους σεισμού βάσει των συμβάντων που προηγήθηκαν
(ημερήσια καταγραφή)

Στην παραπάνω, παρατηρείται η μπλε γραμμή η οποία αφορά την πρόβλεψη που

πραγματοποιήθηκε από τα δεδομένα εκπαίδευσης (training data) για κάθε ξεχωριστό -εκ των

747- σεισμικό γεγονός. Η μεγάλη απόκλισή της από την κόκκινη γραμμή, η οποία περιλαμβάνει

όλα τα σεισμικά γεγονότα που αναπαρίστανται από τα επιμέρους σημεία, είναι απόδειξη του

πόσο περίπλοκη είναι η διαδικασία πρόβλεψης μεγέθους ενός σεισμού όταν έχουμε ένα

σχετικά μεγάλο σύνολο δεδομένων. Ο όγκος του συνεπάγεται και μια σεισμικά ενεργή

γεωγραφική περιοχή. Η Eικ. 4.40. με τη σειρά της, απεικονίζει τις προβλέψεις που έγιναν με

βάση τα δεδομένα δοκιμών (test data) με χρονική διαφορά ενός μήνα. Βέβαια, το διάγραμμα

που έχει τη μεγαλύτερη σημασία για εμάς, είναι εκείνο της πρόβλεψης μεγέθους ενός

επερχόμενου σεισμού (πιθανού), το οποίο και φαίνεται παρακάτω.
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Εικ. 4.40. Test predictions for targets: Χ άξονας σε μήνες (24 μήνες >> 2 χρόνια), Y άξονας μέγεθος (Μ) σεισμού.
Όμοια με την Εικ. 4.37. αντιστοιχούνται τα κόκκινα και μπλε σημεία με την πραγματική κατάσταση και την
προβλεπόμενη που προσεγγίζεται βάση της πρώτης. Σε αυτή την περίπτωση έχουμε μηνιαία καταγραφή
δεδομένων

Τα σημεία που συμβολίζονται με τετράγωνα ανήκουν στα δεδομένα δοκιμής (test data),

ενώ ο κύκλος στον προβλεπόμενο σεισμό για τον επόμενο μήνα. Σε αντίθεση με τις

προηγούμενες δύο εικόνες, παρατηρούμε πως πλέον δεν υπάρχει δεύτερη (μπλε) γραμμή στο

διάγραμμα αφού πλέον η πρόβλεψη συμβαίνει για χρονική στιγμή 1 μήνα μετά από την

καταγραφή του τελευταίου σεισμικού γεγονότος (χρονικά). Για να δούμε τη μεταβολή των

τιμών του Πίνακα 1 τρέξαμε τον αλγόριθμο TimeSeriesForecasting με διαφορετικές τιμές στο

χρόνο (36, 48, 60, …, 360 μήνες) των δεδομένων εκμάθησης και πήραμε το παρακάτω

γράφημα στο Excel (Εικ. 4.42.).

Έπειτα από το τρέξιμο του αλγορίθμου χρονοσειρών για δύο χρόνια, θελήσαμε να

μελετήσουμε τις προβλέψεις στην προσπάθεια να αξιοποιηθούν όλα τα διαθέσιμα δεδομένα

και παρατηρήθηκε πως αυτές άλλαζαν. Προκειμένου να μην επαναληφθεί η διαδικασία που

περιγράφηκε παραπάνω τόσες φορές, συγκεντρώθηκαν τα αποτελέσματα σε ένα αρχείο excel

και αποτυπώθηκαν στις επόμενες δύο εικόνες (4.42. και 4.43.)
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Εικ. 4.41. Test future predictions Χ άξονας ο χρόνος καταγραφής συμβάντων σε μήνες και Υ άξονας το μέγεθος (Μ)
του σεισμού. Ο αλγόριθμος εκτιμά -βάσει των διαθέσιμων στοιχείων- επικείμενο σεισμό μεγέθους (Μ) 2,75
περίπου

Εικ. 4.42. Χ άξονας χρόνος σε έτη, Υ άξονας προβλεπόμενα μεγέθη (M) σεισμών
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Με την έννοια πρόβλεψη σεισμού, υποδηλώνεται η εκτίμηση της πιθανότητας

εμφάνισης ενός σεισμού μεγέθους Μ, στο μέλλον και σε ορισμένη γεωγραφική περιοχή,

δεδομένων των καταγραφών όμοιων γεγονότων μέχρι την συγκεκριμένη χρονική στιγμή για τη

ίδια γεωγραφική περιοχή. Παρατηρείται ότι στα χρόνια κατά τα οποία υπήρχαν μικρότερες

διακυμάνσεις στην προβλεπόμενη τιμή των σεισμών, η αντίστοιχη απόκλιση αυτής από την

πραγματική τιμή που καταγράφηκε αργότερα ήταν μικρότερη. Αντιθέτως, για έτη όπως το

1985 (30 χρόνια πριν το 2015) βλέπουμε μια πρόβλεψη σεισμού μεγέθους (Μ) 5.5 περίπου και

την αντίστοιχη σχετική απόκλιση ίση με σχεδόν 0.85 μονάδες.

Εικ. 4.43. Μεταβολή μέσου απόλυτου σφάλματος στον προσδιορισμό σεισμών 1985-2015

Για το ίδιο χρονικό διάστημα, το διάγραμμα που προκύπτει από τις επιμέρους

προβλέψεις των χρονοσειρών φαίνεται παραπάνω (Εικ. 4.43.). Στις τελευταίες δύο (Εικ. 4.44. &

Εικ. 4.45.) μπορούμε να παρατηρήσουμε και την αλλαγή στην πρόβλεψη επικείμενου σεισμού
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ανάλογα με τα αντίστοιχα δεδομένα. Εν ολίγοις, για συγκέντρωση δεδομένων 7 χρόνων το

μέγεθος (Μ) εκτιμήθηκε στα 2.75 ενώ για 14 έτη καταχωρήσεων ο αλγόριθμος μας έδωσε

σεισμό μεγέθους (Μ) 3.8 περίπου (για 1 χρόνο μετά την τελευταία μέτρηση και άρα το 2016).

Συμπεραίνουμε λοιπόν πως μια αρχική πρόβλεψη σεισμού για 7 χρόνια διαθέσιμων

δεδομένων πριν από την εμφάνισή του, επηρεάζεται και μπορεί συχνά να είναι διαφορετική

εάν έχουμε ιστορικό σεισμικών γεγονότων περισσότερων χρόνων για την περιοχή.

Εικ. 4.44. Άξονας Χ σε μήνες, άξονας Υ σε Μ (μέγεθος σεισμού), μοντέλο πρόβλεψης σεισμού για τα επόμενα 7 έτη
(2015-2022)

Εικ. 4.45. Άξονας Χ σε μήνες, άξονας Υ σε Μ (μέγεθος σεισμού), δημιουργία μοντέλου πρόβλεψης σεισμών για τα
επόμενα 14 έτη (2015-2029)
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Συνοψίζοντας, μέσω της διαδικασίας θεώρησης των σεισμών ως χρονοσειρές,

προκύπτουν μοντέλα τα οποία μπορούμε να συμβουλευτούμε στην εκτίμηση της πιθανότητας

ύπαρξης ενός καταστροφικού γεγονότος βραχυπρόθεσμα ή μακροπρόθεσμα. Αξίζει να

επαναληφθεί εδώ πως η συσχέτιση των γεωτεκτονικών χαρακτηριστικών της εξεταζόμενης

περιοχής είναι κύριας σημασίας στην ερμηνεία και αξιολόγηση των μοντέλων που προκύπτουν

από το TimeseriesForecasting του Weka.
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ΚΕΦΑΛΑΙΟ 5: ΣΥΜΠΕΡΑΣΜΑΤΑ

Αξιοποιώντας τις δυνατότητες του λογισμικού μηχανικής μάθησης Weka, στην

παρούσα μελέτη εκτελέστηκαν βασικές διαδικασίες μηχανικής μάθησης σε σεισμολογικά

δεδομένα, με στόχο την ταξινόμηση σεισμών της ευρύτερης περιοχής του Μαλιακού Κόλπου,

ως προς τα χαρακτηριστικά τους (μέγεθος, θέση και εστιακό βάθος). Παράλληλα, έγινε μια

προσπάθεια διερεύνησης της μεθόδου των χρονοσειρών, ως προς την προγνωστική της

ικανότητα στο ευρύτερο ερώτημα πρόγνωσης των σεισμών. Η διαφορά από μια κλασική

στατιστική μελέτη είναι ότι η μηχανή πλέον δεν παραθέτει τα αποτελέσματα της μελέτης

αυτής προς ερμηνεία, αλλά έχει τη δυνατότητα να «μάθει» από ένα σύνολο δεδομένων και

άρα να βελτιωθεί με τον καιρό στην εκτίμηση που πραγματοποιεί για μια μελλοντική

κατάσταση.

Πιο ειδικά, ο αλγόριθμος J48 ταξινόμησε τις 6879 καταχωρήσεις (με 4 attributes έκαστη

έπειτα από την αφαίρεση του MAGNITUDE) στις 5 τάξεις (negligible, micro, minor, light and

moderate) με ποσοστό επιτυχίας 87,12%. Ο αλγόριθμος IBk ταξινόμησε τις καταχωρήσεις στις

5 κλάσεις με ποσοστό επιτυχίας 83,14%, χειρότερα κατά περίπου 4%. Ο αλγόριθμος ZeroR είχε

απόδοση χαμηλότερη αυτής του J48 και μεγαλύτερη του IBk (86,64%) . Ο NaiveBayes είχε μια

επίδοση της τάξης του 86,16%, χαμηλότερη από εκείνη του ZeroR. Δημιουργήσαμε λοιπόν μια

ισχυρή baseline, της οποίας την απόδοση πλησίασαν και βελτίωσαν οι υπόλοιποι αλγόριθμοι

μηχανικής μάθησης.

Εκτελώντας γραμμική παλινδρόμηση υπολογίστηκε μια εμπειρική σχέση μεταξύ των

attributes μεγέθους, θέσης (ΓΠ, ΓΜ) και εστιακού βάθους. Η σχέση αυτή επαληθεύεται από τα

πειραματικά δεδομένα. Επιπλέον, η χωρική κατανομή των επικέντρων (όπως αναπαράχθηκε

σε χάρτες μέσα στο Weka) παρέχει τη δυνατότητα συσχέτισης περιοχών αυξημένης

συγκέντρωσης επικέντρων με ρηξιγενείς ζώνες, ενώ η απεικόνιση και της τρίτης διάστασης

(βάθος) με χρωματική διαβάθμιση των επικέντρων, υποδεικνύει και το μέγιστο βάθος

ενεργοποίησης στην αντίστοιχη ρηξιγενή ζώνη.
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Περαιτέρω εξέταση της κατανομής του εστιακού βάθους συναρτήσει του μεγέθους,

αποκαλύπτει ότι οι βαθύτεροι σεισμοί για την περιοχή του Μαλιακού είναι της τάξης των 3-4

Richter. Η εκτέλεση του αλγορίθμου J48 «προβλέπει» τα μεγέθη των σεισμών και έξω από τις

«καλά» καθορισμένες ρηξιγενείς ζώνες (αυξημένη συγκέντρωση επικέντρων), καθώς και τις

θέσεις μεγέθη της κατηγορίας minor. Επιπλέον, ανάλυση ομάδων (cluster analysis) ανέδειξε

την ύπαρξη δύο κέντρων αυξημένης σεισμικής δραστηριότητας στα ΝΔ της περιοχής μελέτης

και στα ανατολικά αυτής αντίστοιχα.

Προβλήματα υπερπροσαρμογής (overfitting) ελέγχθηκαν με τον αλγόριθμο OneR και

αποδείχθηκε ότι οδηγούν σε δέντρα αποφάσεων με περιττές διακλαδώσεις. Η επίδραση του

overfitting περιορίστηκε μεταβάλλοντας τα ορίσματα του αλγορίθμου OneR (minBucketsize).

Η διερεύνηση της σεισμικότητας της περιοχής του Μαλιακού Κόλπου με μεθόδους

χρονοσειρών κατέληξε σε αποκλίσεις μεταξύ πειραματικών και προβλεπόμενων τιμών,

καταδεικνύοντας την πολυπλοκότητα των μηχανισμών γένεσης σεισμών και την επιμονή των

περιορισμών στην προγνωστική ικανότητα. Ωστόσο, κατά την εφαρμογή ανάλυσης

χρονοσειρών διαπιστώθηκε ότι μια υποτυπώδης «πρόγνωση» είναι πιο εφικτή όταν οι

διακυμάνσεις μεταξύ των μεγεθών των σεισμών είναι μικρές ενώ η πρόβλεψη αποκλίνει

αισθητά όταν οι διακυμάνσεις της χρονοσειράς είναι έντονες. Δεν ξέρουμε και δεν

περιμένουμε να μάθουμε κάποια στιγμή στο ορατό μέλλον, πώς θα επιτευχθεί μια τέτοια

πρόβλεψη. Οι επιστήμονες του USGS μπορούν να υπολογίσουν μόνο την πιθανότητα να

συμβεί ένας σημαντικός σεισμός σε μια συγκεκριμένη περιοχή μέσα σε έναν ορισμένο αριθμό

ετών.

Γενικά, τα αποτελέσματα κρίνονται ικανοποιητικά από πλευράς ποιότητας και

ενθαρρυντικά για περαιτέρω έρευνα στον τομέα. Ωστόσο, λόγω της ιδιαιτερότητας του

φαινομένου των σεισμών, η μεθοδολογία δεν θεωρείται επαρκώς αποδοτική για την ακριβή

πρόβλεψη ενός γεγονότος στο μέλλον. Πρόκειται για φαινόμενα που είναι πολύ απρόβλεπτα,

με την έννοια ότι μέχρι σήμερα δεν έχει βρεθεί μια μέθοδος που να προσδιορίζει με ακρίβεια

την εκδήλωση ενός σεισμού με συγκεκριμένα χαρακτηριστικά στο μέλλον.
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ΠΑΡΑΡΤΗΜΑ 1

Διεπιφάνεια γραμμής εντολών (command line interface- CLI)

Το περιβάλλον Command Line του Weka είναι λιγότερο (αισθητικά) εκσυγχρονισμένο

από τον Explorer ο οποίος το έχει αντικαταστήσει σε μεγάλο μέρος λόγω της χρηστικότητάς

του και των εκμοντερνισμένων εφαρμογών του (και θεωρώντας το εν λόγω αρχείο αυτό του

weather.arff που περιλαμβάνεται στα default αρχεία που συνοδεύουν το πακέτο του Weka 65).

Στην ουσία η γραμμή εντολών έχει αρκετά περισσότερες δυνατότητες στη χρήση του για

προχωρημένους χρήστες οι οποίοι είναι συνηθισμένοι στη διαχείρισή του. Νωρίτερα στην

εργασία, χρησιμοποιήσαμε το J48 για την ταξινόμηση του αρχείου δεδομένων για το Μαλιακό

Κόλπο.

Εικ. 1 περιβάλλον CLI
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Υποθέτοντας πως το αρχείο προς ταξινόμηση βρίσκεται σε ένα υποφάκελο με το όνομα

data μέσα στο φάκελο από τον οποίο εκτελείται το Weka, η εντολή που θα δώσουμε για την

ταξινόμηση με J48, και θεωρώντας το εν λόγω αρχείο αυτό του weather.arff που

περιλαμβάνεται στα default αρχεία που συνοδεύουν το πακέτο του Weka θα είναι:

java weka.classifiers.trees.J48 -t data/weather.arff

Στη δική μας περίπτωση και αν θέλουμε να δημιουργήσουμε ένα μπούσουλα για την

εκκίνηση του αλγορίθμου θα θεωρήσουμε τα εξης βήματα:

1. Αντιγράφουμε τις παραμέτρους του αλγορίθμου τον οποίο χρησιμοποιήσαμε για

ταξινόμηση (J48 σε αυτή την περίπτωση) στον Explorer (βλ. Εικ. 1)

2. Έπειτα από το “java weka.classifiers.trees.J48” θα επικολλήσουμε τις παραπάνω

παραμέτρους

Εικ. 2 Αντιγραφή παραμέτρων
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3. Αντιγράφουμε το “μονοπάτι” (path) που οδηγεί στο προς ταξινόμηση αρχείο και

κάνουμε επικόλληση αυτού μέσα σε εισαγωγικά ως εξής (Εικ. 2):

java weka.classifiers.trees.J48 weka.classifiers.trees.J48 -C 0.25 -M 2 –t “path”

Στην περίπτωσή μας λοιπόν η εντολή είναι η:

java weka.classifiers.trees.J48 -C 0.25 -M 2 -t "C:\Users\Charis\Documents\Weka

datasets\MalliakosDiorthomeno.csv.arff"

4. Εκτελούμε τον αλγόριθμο πατώντας Enter

Εικ. 3 Αποτελέσματα ταξινόμησης με J48 που πραγματοποιήθηκε μέσω της διεπιφάνειας CLI του Weka
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Παρατηρούμε τα αποτελέσματα στην αναφορά που εκδίδεται μετά την εκτέλεση του

αλγορίθμου, η οποία είναι ίδια με εκείνη που προέκυψε από τον Explorer. Έτσι λοιπόν

εκτελείται ένας αλγόριθμος στο Command (Εικ. 3).

Προκειμένου να εξερευνήσουμε τα πακέτα που περιλαμβάνει το command line του

weka, αρκεί να ανοίξουμε το λεγόμενο Javadoc. Στον φάκελο όπου είναι εγκατεστημένο το

πρόγραμμα, υπάρχει ένα στοιχείο με όνομα “documentation.html”. Κλικάροντας το

συγκεκριμένο στοιχείο δυο φορές, θα ανοίξει μια σελίδα στον περιηγητή σας (browser) στην

οποία επιλέγοντας “Package Documentation” θα σας εμφανιστεί μια νέα σελίδα με το σύνολο

των πακέτων τουWeka.

Εικ. 4 Λίστα διαθέσιμων πακέτων Weka

Στην τελευταία παρατηρούμε πάνω αριστερά τη λίστα πακέτων του Weka (Εικ. 4). Σε

αυτή τη λίστα θα επιλέξουμε weka.classifiers.trees και στην επόμενη κάτω αριστερά θα

επιλέξουμε τον J48. Έπειτα από την επιλογή του αλγορίθμου, στο δεξί μεγάλο παράθυρο
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εμφανίζονται αναλυτικά οι λεπτομέρειες για την παραμετροποίηση και την εκτέλεσή του (Εικ.

5).

Εικ. 5 Εμφάνιση παραθύρου με επεξήγηση λειτουργίας αλγορίθμου. Στο εν λόγω παράδειγμα παρατηρούμε τον

J48

Συνοπτικά, το Command Line Interface πραγματοποιεί όλα όσα μπορεί να κάνει και ο

Explorer. Είναι δυνατό να αντιγράψουμε από τον Explorer ταξινομητές στους οποίους έχουμε

αλλάξει τις παραμέτρους και να τους τρέξουμε στο Command Line όπως περιγράφτηκε

παραπάνω. Επίσης, υπάρχει μεγαλύτερος έλεγχος πάνω στη χρήση της μνήμης κατά τη

διαδικασία. Το τελευταίο, θεωρείται πολύ σημαντικό για την μελέτη μεγάλων συνόλων

δεδομένων- τα λεγόμενα big data.
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Για να ελέγξουμε την χωρητικότητα του Weka Explorer, κάτω κάτω στο παράθυρο,

κάνουμε δεξί κλικ στο πλαίσιο “Status” και επιλέγουμε “Memory Information” (Εικ. 6).

Εικ. 6 Εμφάνιση συνολικής μνήμης Weka Explorer

Παρατηρούμε τρία νούμερα, την ελεύθερη, τη συνολική και τη μέγιστη μνήμη σε bytes

οι οποίες είναι αντίστοιχα 106,450,072/ 150,994,944/ 1,579,155,456. Θεωρητικά η γραμμή

εντολών του Weka μπορεί να επεξεργαστεί άπειρα δεδομένα σε αντίθεση με τον Explorer.

Συγκεκριμένα ο Explorer κατά τη εισαγωγή ενός συνόλου δεδομένων, φορτώνει όλα τα

δεδομένα στον Explorer με σκοπό να δεσμεύει περισσότερη μνήμη (Witten, 2014).
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Μεταξύ των εργαλείων του Weka Explorer παρατηρούμε και τον Generator. Πρόκειται

ουσιαστικά για γέννεση τυχαίων δεδομένων μέσω των διαθέσιμων πακέτων από το Weka. Στη

συνέχεια βλέπουμε ένα παράδειγμα παραγωγής δεδομένων μέσω του αλγορίθμου LED24 (Εικ.

7).

Εικ. 7 Από την επιλογή Generate του Preprocess Panel στον Explorer, διαλέγουμε τον DataGenerator -στη

συγκεκριμένη περίπτωση LED24- ώστε να παράγουμε νέα σύνολα δεδομένων
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Εικ. 8 Αποτελέσματα LED24 Generator. Παρατηρείται κάτω από το @data το σύνολο δεδομένων που έχει

προκύψει με τα επιμέρους instances

Με την παραπάνω διαδικασία δημιουργήσαμε ένα σετ δεδομένων με 100 instances και

25 attributes (Εικ. 8). Αν αλλάξουμε τις παραμέτρους του αλγορίθμου μπορούμε να

παράγουμε πολύ μεγαλύτερα σετ δεδομένων όπως 100,000 instances ή και 1,000,000 από

αυτά.
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Εικ. 9 Φόρτωση δεδομένων στον Explorer του Weka

Για να το κάνουμε αυτό αρκεί να αλλάξουμε την παράμετρο numExamples από 100, όπου είναι

προκαθορισμένη, στον αριθμό που επιθυμούμε (Εικ. 9).
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ΠΑΡΑΡΤΗΜΑ 2

Διεπιφάνεια ροής γνώσης (Knowledge Flow)

Μια εναλλακτική λύση στον Explorer είναι αυτή της διεπαφής Knowledge Flow. Εδώ, οι

χρήστες επιλέγουν στοιχεία του Weka από μια γραμμή εργαλείων, τοποθετώντας τα σε έναν

καμβά διάταξης και δημιουργώντας τελικά ένα κατευθυνόμενο γράφημα που επεξεργάζεται

και αναλύει δεδομένα. Τα στοιχεία αυτά αποτελούν στην ουσία επιμέρους κόμβους οι οποίοι

εκτελούν μια συγκεκριμένη διαδικασία. Έτσι για παράδειγμα το στοιχείο ArffLoader μας

επιτρέπει την εισαγωγή δεδομένων προς επεξεργασία με τη μορφή αρχείου arff., ενώ ο

ClassAssigner ορίζει μια στήλη ως κλάση (class attribute) για οποιοδήποτε σύνολο δεδομένων,

σύνολο εκπαίδευσης ή σύνολο δοκιμής.

Το Knowledge Flow δίνει μια δισδιάστατη εικόνα της ροής των δεδομένων μέσα στο

σύστημα, την οποία αδυνατεί να δώσει ο Explorer. Δυνητικά, μπορεί να εργαστεί σε στάδια για

άπειρες ροές δεδομένων. Για να ενεργοποιήσουμε τη διεπαφή αρκεί να την επιλέξουμε (Εικ.

10) από το αρχικό μενού του Weka Chooser (Witten et al., 2011).

Εικ. 10 Επιλογή KnowledgeFlow από την επιφάνεια εργασίας του Weka
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Ας υποθέσουμε ότι θέλουμε να εισάγουμε το αρχείο με τις καταχωρήσεις για τα

σεισμικά δεδομένα του Μαλιακού κόλπου και να πραγματοποιήσουμε ταξινόμηση cross-

validation με τον J48. Αρχικά, δημιουργούμε μια πηγή δεδομένων κάνοντας κλικ στην καρτέλα

DataSources και επιλέγοντας ARFFLoader από τη γραμμή εργαλείων. Τοποθετούμε στη

συνέχεια το στοιχείο στον καμβά κάνοντας κλικ οπουδήποτε θέλουμε. Έτσι, εμφανίζεται ένα

αντίγραφο του φορτωτή .arff αρχείων και έπειτα για την επιλογή αρχείου (Εικ. 11 Δεξί κλικ->

Configure -> Επιλογή επιθυμητού αρχείου). Πρώτα, καθορίζουμε την κλάση του σετ

δεδομένων ως ένα από τα attributes, μέσω του ClassAssigner (Εικ. 11 Evaluation-

>ClassAssigner->τοποθέτηση στον καμβά).

Για τη σύνδεση DataSource και ClassAssigner, κάνουμε δεξί κλικ στο εικονίδιο

DataSource, επιλέγουμε dataSet όπως φαίνεται στην Εικ. 11 Εμφανίζεται μια γραμμή της

οποίας το δεξί άκρο φέρνουμε στον ClassAssigner και στη συνέχεια μια κόκκινη γραμμή με την

ένδειξη dataSet, η οποία ενώνει τα δύο στοιχεία. Στον ClassAssigner επιλέγουμε την κλάση

κάνοντας δεξί κλικ, Configure και αντιστοιχώντας το επιθυμητό attribute όπως στην ακόλουθη

(Εικ. 11).
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Εικ, 11 επιλογή κλάσης στο Knowledge Flow

Τελικά φτάνουμε το διάγραμμα ροής στην παρακάτω του μορφή και είμαστε έτοιμοι

για την εκτέλεσή του (Εικ. 12).
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Εικ. 12 Τελικό διάγραμμα ροής για την ταξινόμηση με J48. Παρατηρούμε τη διαδοχή του ArffLoader από τον

ClassAssigner, στον CrossValidationFoldmaker, μέχρι τον ταξινομητή J48. Στη συνέχεια υπάρχει μια διακλάδωση η

οποία καταλήγει στην εμφάνιση των αποτελεσμάτων της ταξινόμησης σε κείμενο και στην απεικόνιση αυτών με

γράφημα

Για να τρέξει το συγκεκριμένο διάγραμμα ροής το οποίο σχεδιάσαμε παραπάνω με τα

εργαλεία του KnowledgeFlow αρκεί να πατήσουμε το μικρό τριγωνικό μπλε εικονίδιο κοντά

στο πάνω αριστερό μέρος της οθόνης (Run this flow) ψηλά αριστερά στο πάνελ της καρτέλας

Data mining processes (Εικ. 13).
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Εικ. 13 Εμφάνιση παραθύρου Status στη διεπαφή KnowledgeFlow για τον έλεγχο της εκτέλεσης των επιμέρους

διεργασιών που εκτελούνται

Από το Status μπορούμε να ελέγξουμε αν όλες οι επιμέρους διεργασίες ήρθαν εις

πέρας , συνθήκη που πραγματοποιείται στο συγκεκριμένο παράδειγμα (Εικ. 13). Βλέπουμε

συγκεκριμένα όλα τα Components του διαγράμματος ροής να έχουν ολοκληρωθεί (Finished).
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Εικ. 14 Καρτέλα εκτέλεσης η οποία εμφανίζεται μέσω του παραθύρου Log του KnowledgeFlow

Εάν τώρα ανοίξουμε την καρτέλα του log (χαμηλά στην Εικ. 13) βλέπουμε μερικές

ακόμη πληροφορίες για την εκτέλεση της διαδικασίας, τον αριθμό επανάληψης στην οποία

βρισκόμαστε κ.ο.κ (Εικ. 14).

Επίσης, με δεξί κλικ πάνω στο εικονίδιο GraphViewer και επιλέγοντας Show plots

εμφανίζονται οι γραφικές απεικονίσεις για την διαδικασία ταξινόμησης που

πραγματοποιήθηκε. Στην εν λόγω περίπτωση, και αφού χρησιμοποιήσαμε τον αλγόριθμο J48

θα αναμέναμε την εμφάνιση ενός δέντρου απόφασης (Εικ. 15). Πράγματι, το διάγραμμα που

προέκυψε είναι το παρακάτω:
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Εικ. 15 Δέντρο απόφασης J48 όμοιο με εκείνο της ταξινόμησης που πραγματοποιήθηκε σε προηγούμενο στάδιο

μέσω της διεπιφάνειας του Explorer του WEKA

Επιπλέον, επιλέγοντας Output predictions από τη λίστα επιλογών που εμφανίζεται με

δεξί κλικ πάνω στον Text Viewer, παίρνουμε το γνώριμο πλέον κείμενο αποτελεσμάτων όμοια

με εκείνο του Explorer (Εικ. 16).



116

Εικ. 16 Κείμενο αποτελεσμάτων το οποίο εμφανίζεται με την επιλογή TextViewer από το Output predictions

Συνοψίζοντας, σε γενικές γραμμές το Knowledge Flow έχει πολλά κοινά με τον Explorer,

με την κύρια διαφορά και δύναμή του αυτή της “επαυξητικής” μάθησης ή αλλιώς incremental

learning. Αυτό σημαίνει τη σταδιακή “ανάγνωση” των instances σε αντίθεση με τη διαδικασία

που ακολουθεί ο Explorer. Έτσι, σε αντίθεση με τον Explorer, δεν διαβάζει το σύνολο

δεδομένων πριν από την έναρξη της μάθησης. Αντ' αυτού, το συστατικό data source (Arff

Loader στη συγκεκριμένη περίπτωση) διαβάζει την είσοδο μία-μία και τη διαβιβάζει μέσω της

αλυσίδας που έχουμε δημιουργήσει στο Knowledge Flow. Στην παρακάτω φωτογραφία

παρατηρούμε τη διάταξη που συνηθίζεται για μια τέτοια μορφή μάθησης (Εικ. 17).
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Εικ.17 Incremental Learning.Πραγματοποιείται η ίδια διαδικασία με παραπάνω χρησιμοποιώντας αυτή τη φορά

Σε αντίθεση της προηγούμενης διαμόρφωσης, αυτή τη φορά, η σύνδεση του

ArffLoader με τον ClassAssigner γίνεται επιλέγοντας instance αντί του dataSet. Ο ArffLoader

ουσιαστικά «διαβάζει» μια πηγή σε μορφή arff (attribute relation file format), ενώ ο

ClassAssigner με τη σειρά του αποδίδει μια κλάση στις καταχωρήσεις. Έπειτα προσθέσαμε

έναν “ανανεούμενο” ταξινομητή, τον NaiveBayesUpdateable. Πρόκειται για μοντέλο σταδιακής

ταξινόμησης που μπορεί να «μαθαίνει» χρησιμοποιώντας ένα instance κάθε φορά, σε

αντίθεση με τους υπόλοιπους ταξινομητές οι οποίοι λειτουργούν απευθείας σε ολόκληρο το

σύνολο δεδομένων. Στο τέλος του διαγράμματος ροής παρατηρούμε ένα άκρο με γραφική

απεικόνιση στο λεγόμενο StripChart. Η αναπαράσταση που πραγματοποιείται με StripChart

γίνεται τόσο πάνω στην ακρίβεια του αλγορίθμου, όσο και στη ρίζα της μέσης τιμής του

τετραγώνου της πιθανότητας σφάλματος, σε συνάρτηση με το χρόνο. Καθώς περνάει ο χρόνος,
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ολόκληρη η γραφική παράσταση (συμπεριλαμβανομένων των αξόνων) μετακινείται προς τα

αριστερά για να κάνει χώρο για τα νέα δεδομένα στα δεξιά (Εικ. 18).

Εικ. 18 Αποτελέσματα σε StripChart. Παρατηρούμε τη γραφική απεικόνιση του ποσοστού σφάλματος (= RMSE,

μέσος όρος τετραγωνικού σφάλματος) και της ακρίβειας ενός incremental classifier. Ένας επαυξητικός ταξινομητής

δεν χρειάζεται να δει όλα τα δεδομένα ταυτόχρονα, αλλά μπορεί να εκπαιδευτεί ανά instance

Τα περιβάλλοντα Explorer και Knowledge Flow του Weka Chooser βοηθούν στον

προσδιορισμό της απόδοσης των συστημάτων μηχανικής μάθησης σε συγκεκριμένα σύνολα

δεδομένων, όπως αυτό των σεισμικών δεδομένων της περίπτωσης που εξετάζουμε. Τα

συστήματα machine learning μπορεί να αφορούν ένα ή περισσότερους αλγόριθμους οι οποίοι

αναλαμβάνουν την επεξεργασία των δεδομένων. Για περαιτέρω έρευνα όμως υπεισέρχονται
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πιο πολύπλοκες διαδικασίες, οι οποίες αποσκοπούν στη σύγκριση των αποτελεσμάτων

περισσότερων από ενός ταξινομητών ταυτόχρονα για ένα ή περισσότερα σετ δεδομένων. Μια

τέτοια διεργασία εκτελεί ο Experimenter (Εικ. 19), ο οποίος "τρέχει” παράλληλα διάφορους

αλγόριθμους σε ένα ή περισσότερα σύνολα δεδομένων, προσδίδοντας μεγάλη εξοικονόμηση

χρόνου στη διαδικασία. Αντί λοιπόν να πραγματοποιήσουμε πολλαπλές ταξινομήσεις με

διαφορετικούς αλγορίθμους ώστε να πάρουμε στοιχεία για το σύνολο δεδομένων μας, όπως

κάναμε προηγουμένως, υπάρχει η δυνατότητα να εκτελέσουμε την ίδια διαδικασία με ένα

εργαλείο το οποίο τρέχει παράλληλα τους ίδιους αλγορίθμους.

Η διαδικασία αυτή μπορεί να διαρκέσει από λίγα δευτερόλεπτα έως και αρκετές ώρες,

ανάλογα με τον αριθμό των προς εξέταση συνόλων δεδομένων, το μέγεθός τους, αλλά και τον

όγκο τον αλγορίθμων οι οποίοι εξετάζονται πάνω στα δεδομένα αυτά. Συχνά μάλιστα, το

υπολογιστικό φορτίο που προκύπτει διανέμεται σε περισσότερες μηχανές (υπολογιστές) με τη

χρήση Java RMI. Δίνεται λοιπόν η δυνατότητα σε προχωρημένους χρήστες να οργανώσουν

πειράματα και απλά να τα αφήσουν να τρέξουν μόνα τους μέχρι την εξαγωγή αποτελέσματος

(Witten et al., 2011).

Ας υποθέσουμε λοιπόν πως θέλουμε να ελέγξουμε την απόδοση των ταξινομητών IBk,

NaiveBayes, OneR, ZeroR, J48 για την ταξινόμηση.
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Εικ. 19 Περιβάλλον εργασίας Experimenter

Για να ξεκινήσουμε τη σύγκριση απόδοσης των διαφορετικών αλγορίθμων, κάνουμε

αριστερό κλικ στο New. Όπως παρατηρούμε κάτω δεξιά στην παραπάνω (Εικ. 19) Datasets-

>Add new.. μπορούμε να επιλέξουμε ένα ή περισσότερα σύνολα δεδομένων τα οποία

θέλουμε να εξετάσουμε. Μπορούμε επίσης να ρυθμίσουμε τον τρόπο με τον οποίο θα

πραγματοποιηθεί το πείραμα αλλά και τις επαναλήψεις που θα γίνουν αντίστοιχα από τις

επιλογές Experiment Type και Iteration Control. Επίσης, στο Results Destination (Εικ. 19)

ρυθμίζεται το αρχείο στο οποίο αποθηκεύονται τα αποτελέσματα. Έχοντας ολοκληρώσει τις

ρυθμίσεις στο παράθυρο Setup, μεταβαίνουμε στο Run όπου επιλέγοντας Start τρέχουμε τους

αλγορίθμους με default παραμέτρους και για το σύνολο ή σύνολα δεδομένων τα οποία έχουμε

εισάγει στο προηγούμενο βήμα (Εικ. 20).
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Εικ. 20 Ακολουθία εκτέλεσης αλγορίθμων στον Experimenter

Είμαστε πλέον έτοιμοι να αναλύσουμε τα αποτελέσματα. Αυτό γίνεται μέσω του

παραθύρου Analyse του Experimenter. Οι ρυθμίσεις που ακολουθούν σχετίζονται με έναν

αλγόριθμο, ο οποίος ελέγχει όσους έχουν επιλεγεί προηγουμένως στο παράθυρο του Setup.
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Εικ. 21 Analyse panel του Experimenter

Προκειμένου να εμφανίσουμε τα αποτελέσματα, θα πρέπει να κάνουμε αριστερό κλικ

πάνω δεξιά στο Experiment (Εικ. 21) και έπειτα να ρυθμίσουμε τις παραμέτρους που

φαίνονται στην αριστερή μεριά της εικόνας, οι οποίες είναι:

Testing with: αφήσαμε ως έχει

Select rows and cols: αφήσαμε ως έχει

Comparison field: default παράμετροι

Significance: παρέμεινε στο 0.05

Sorting (asc) by: ως έχει

Test base: εδώ μπορούμε να διαλέξουμε ως προς ποιόν αλγόριθμο θα συγκρίνουμε τους
υπόλοιπους, εμείς έχουμε επιλέξει τον J48 ο οποίος και εμφανίζεται πρώτος

Displayed columns: αφήσαμε ως έχει
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Show std deviations: το επιλέξαμε ώστε να εμφανίζεται η τυπική απόκλιση στην ακρίβεια της
εκάστοτε ταξινόμησης

Output format: αφήσαμε ως έχει

Στη συνέχεια, επιλέγουμε Perform Test και μπορούμε να παρατηρήσουμε τα

αποτελέσματα στο παράθυρο Test output. Τα σύνολα δεδομένων προς εξέταση (Datasets)

είναι 1, το οποίο εξετάζεται με 5 διαφορετικούς αλγόριθμους (Resultsets: 5). Μέσω της

συγκεκριμένης λειτουργίας του Experimenter, ο χρήστης εξοικονομεί χρόνο και είναι σε θέση

να συγκρίνει τα αποτελέσματα των επιμέρους ταξινομήσεων συγκεντρωμένα σε ένα

παράθυρο. Επίσης, η παραμετροποίηση που γίνεται συμβάλλει στην κατά βούληση εξέταση

πιο εξειδικευμένων δεικτών για την ταξινόμηση των δεδομένων, ανάλογα με τον στόχο της

εκάστοτε έρευνας (π.χ. τυπική απόκλιση, μέση τιμή κ.α.). Παρατηρούμε τον NaiveBayes να έχει

τη μεγαλύτερη τυπική απόκλιση, ενώ οι J48 και OneR είχαν 100% επιτυχία στην ταξινόμηση

των δεδομένων. Κάτω από τις στήλες (1), (2), (3) και (4) παρατηρούμε τους μετρητές (x, y, z) οι

οποίοι αντιπροσωπεύουν τις φορές που ο συγκεκριμένος αλγόριθμος ήταν (x) καλύτερος, (y)

ίδιος, (z) χειρότερος από την baseline- στη συγκεκριμένη περίπτωση J48. Η σύγκριση αυτή

λαμβάνει πάντα υπόψιν το πεδίο σημαντικότητας (Significance) 0.5 % που έχουμε αφήσει στις

ρυθμίσεις του Analyse panel (Εικ. 21).

Ουσιαστικά ο Experimenter αποτελεί ένα γρηγορότερο, πιο εξελιγμένο εργαλείο του

Weka το οποίο τρέχει παράλληλα διαφορετικά σχήματα ταξινόμησης δίνοντάς μας στοιχεία

για το ποιο ταιριάζει περισσότερο στο σύνολο δεδομένων που εξετάζουμε. Με τη χρήση του

experimenter δίνεται σε πιο σύντομο χρονικό διάστημα μια σφαιρικότερη εικόνα για το

σύνολο δεδομένων και τα συμπεράσματα που προκύπτουν από την εφαρμογή διαφορετικών

μοντέλων σε αυτό παράλληλα. Επίσης πέρα από την εξοικονόμηση χρόνου, τα αποτελέσματα

εμφανίζονται ταυτόχρονα στην οθόνη μας στο ίδιο παράθυρο διευκολύνοντας έτσι τη μελέτη

τους.
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ΠΑΡΑΡΤΗΜΑ 3

Μετασχηματισμοί Δεδομενών

Συχνά, το επιτυχές data mining δεν περιλαμβάνει μόνο την επιλογή ενός αλγορίθμου

τον οποίο τρέχουμε στα δεδομένα μας. Αντιθέτως, για ακόμη καλύτερα αποτελέσματα

συνίσταται να έρθουμε σε επαφή με τις παραμέτρους του κάθε μαθησιακού μοντέλου (π.χ.

J48), έτσι ώστε να εκμεταλλευτούμε σωστά τη δομή του αλγορίθμου στα διαθέσιμα δεδομένα.

Για παράδειγμα, μπορούμε να επιλέξουμε αν θα «κλαδέψουμε» τα δέντρα αποφάσεων ή όχι

(pruned και unpruned trees) και στην πρώτη περίπτωση ίσως να χρειαστεί να επιλεγεί μια

παράμετρος «κλαδέματος». Δύο τέτοιες παράμετροι είναι οι εξής:

 unpruned: καθορίζει εάν το δέντρο απόφασης δεν πρέπει να κλαδευτεί. Θα πρέπει να

παραμείνει ψευδής (false)

 numfolds: καθορίζει πόσα από τα δεδομένα θα χρησιμοποιηθούν για το κλάδεμα του

δέντρου. Ένα από τα folds κρατείται για κλάδεμα, ενώ τα υπόλοιπα αναπτύσσουν το

δέντρο. Η προεπιλεγμένη τιμή του τρία (3) σημαίνει ότι το ένα τρίτο (1/3) των δεδομένων

χρησιμοποιείται για το κλάδεμα, ενώ τα δύο τρίτα χρησιμοποιούνται για την ανάπτυξη του

δέντρου. Η ρύθμιση αυτού του αριθμού σε πολύ χαμηλό επίπεδο θα αυξήσει το overfitting.

Συστήνεται να παραμείνει στην προκαθορισμένη τιμή.

Ο μετασχηματισμός δεδομένων επομένως αφορά στην παραμετροποίηση του εκάστοτε

ταξινομητή που τρέχουμε πάνω στα δεδομένα, έτσι ώστε να πετύχουμε το βέλτιστο

αποτέλεσμα. Πραγματοποιείται επίσης με την εφαρμογή διαφόρων φίλτρων (filters) στο

σύνολο των δεδομένων, που αναφέρονται παρακάτω. Επίσης, στη μέθοδο k-πλησιέστερων

γειτόνων , θα πρέπει να καθοριστεί μια τιμή για το k (βλ. Ενότητα 3.1 kNN), τον αριθμό των

κοντινότερων instances που λαμβάνονται υπόψη στην ταξινόμηση. Γενικότερα, το ίδιο το

σύστημα μάθησης (learning scheme)-όπως για παράδειγμα ο Ibk, kNN, J48- θα πρέπει να

επιλεγεί από ένα φάσμα διαθέσιμων συστημάτων, ενώ σε κάθε περίπτωση η επιλογή

εξαρτάται από το σετ δεδομένων που έχουμε στα χέρια μας (Witten et al., 2011).
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Όπως αναφέρθηκε και προηγουμένως, κατά την αναφορά στο φαινόμενο του

overfitting (Ενότητα. 3.1), ένα από τα μεγαλύτερα λάθη που μπορούμε να κάνουμε είναι να

υποθέσουμε ότι η απόδοση της ταξινόμησης στα δεδομένα εκπαίδευσης αντιπροσωπεύει

πιστά το επίπεδο απόδοσης. Ως επίπεδο απόδοσης ενός αλγορίθμου θεωρείται η ικανότητά

του να προσεγγίσει καλύτερα την ταξινόμηση ή την πρόβλεψη μιας κλάσης για ένα σύνολο

από instances.

Υπάρχουν δύο καλές μέθοδοι για την εκτίμηση της αναμενόμενης πραγματικής

απόδοσης ενός συστήματος μάθησης:

 η χρήση ενός μεγάλου συνόλου δεδομένων που είναι αρκετά ξεχωριστό από τα

δεδομένα εκπαίδευσης (training data), στην περίπτωση άφθονων δεδομένων, και

 η διασταυρούμενη επικύρωση , εάν τα δεδομένα δεν είναι αρκετά

Μερικές από τις μεθόδους με τις οποίες μπορούμε να μετασχηματίσουμε τα δεδομένα

είναι οι attribute selection, attribute discretization, data projections, sampling, data cleansing,

και η μετατροπή προβλημάτων πολλών κλάσεων (multiclass) σε προβλήματα δύο μόνο

κλάσεων (two-class problems).

Πολλές φορές, στο σύνολο των δεδομένων εμφανίζεται μεγάλο πλήθος από attributes

το οποίο πιθανόν να περιπλέκει την απόδοση του εκάστοτε μαθησιακού μοντέλου. Χρειάζεται

επομένως η καλύτερη οριοθέτηση του προβλήματος μηχανικής μάθησης, εστιάζοντας στα

attributes εκείνα που επηρεάζουν περισσότερο τη συσχέτιση διαφορετικών attributes μεταξύ

τους για την εξαγωγή συμπερασμάτων. Συνεπώς, οφείλουμε να υποβάλλουμε τα δεδομένα σε

προεπεξεργασία για να επιλεγεί ένα υποσύνολο των attributes που θα χρησιμοποιηθούν στη

“μάθηση” του μοντέλου. Εντούτοις, δεδομένου ότι το παρόν σύνολο δεδομένων αφορά μια

περιορισμένη γεωγραφική περιοχή που δεν ξεφεύγει υπερβολικά σε μέγεθος ως προς την

έκτασή της, πιθανόν να μην χρειάζεται η αφαίρεση attributes από αυτό. Σε κάθε περίπτωση

όμως, θα πρέπει να εξετάσουμε αν συμβαίνει το αντίθετο.

Για να πραγματοποιήσουμε τη δοκιμή, αρκεί να πάμε στον Explorer και να τρέξουμε

τον ταξινομητή NaiveBayes, όπως προηγουμένως με default παραμέτρους και 10-fold cross-
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validation. Η επιλογή του NaiveBayes έγινε αφού εμφάνισε καλύτερα αποτελέσματα κατά την

ταξινόμηση του συνόλου δεδομένων μας.

Εικ. 22 Ταξινόμηση δεδομένων με NaiveBayes στο πλαίσιο της διαδικασίας εκλογής των σημαντικότερων
attributes

Παρατηρούμε την απόδοση της ταξινόμησης ίση με 95,46 % (Εικ. 22). Στη συνέχεια,

μεταφερόμαστε στο Select Attributes από την εργαλειοθήκη του Weka Explorer και:

Attribute Evaluator->WrapperSubsetEval->classifier->NaiveBayes

Αφήνουμε τις παραμέτρους ως έχουν και τρέχουμε τον αλγόριθμο (Εικ. 23).
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Εικ. 23 Eπιλογή Attribute Evaluator και ρύθμιση παραμέτρων: folds παραμένουν 5, seed 1, threshold 0.01 και οι

υπόλοιπες ως έχουν

Τα attributes που εισήχθησαν στον αλγόριθμο είναι συνολικά 5. Τα attributes αυτά

αξιολογήθηκαν και ο αλγόριθμος επέλεξε 1 από τα 4 (η κλάση παραμένει), το MAGNITUDE (βλ.

Selected attributes Εικ. 24). Το επόμενο βήμα είναι να μεταφερθούμε στο Preprocess tab του

Explorer και να αφαιρέσουμε τα attributes που δεν επιλέχθηκαν, δηλαδή LAT, LONG, DEPTH.

Αφού πραγματοποιήσουμε το μετασχηματισμό, επιστρέφουμε στο Classify tab και τρέχουμε

ξανά τον NaiveBayes για να συγκρίνουμε τα αποτελέσματα (Εικ. 25).
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Εικ. 24 Αποτελέσματα εκτέλεσης αλγορίθμου WrapperSubsetEval όπως αυτός παραμετροποιήθηκε στην Εικ. 25

Ψηλά στο παραπάνω παράθυρο αποτελεσμάτων, παρατηρούμε τα 5 attributes που

εισήχθησαν στον αλγόριθμο: 4 + 1, to οποίο αφορά την κλάση (SIZE). Τα attributes αυτά

αξιολογήθηκαν και ο αλγόριθμος επέλεξε 1 από τα 4 (η κλάση παραμένει), το MAGNITUDE (βλ.

Selected attributes). Το επόμενο βήμα είναι να μεταφερθούμε στο Preprocess tab του Explorer

και να αφαιρέσουμε τα attributes που δεν επιλέχθηκαν, δηλαδή LAT, LONG, DEPTH. Αφού

πραγματοποιήσουμε το μετασχηματισμό, επιστρέφουμε στο Classify tab και τρέχουμε ξανά

τον NaiveBayes για να συγκρίνουμε τα αποτελέσματα (Εικ. 26).
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Εικ. 26 Ταξινόμηση με NaiveBayes έπειτα από την αφαίρεση των attributes LAT, LONG, DEPTH

Πράγματι, το ποσοστό των σωστά ταξινομημένων καταχωρήσεων σε αυτή την

περίπτωση αυξάνεται σε περίπου σε 99,8 % (Εικ. 26). Ωστόσο, δεδομένου ότι στα σεισμικά

γεγονότα, η θέση του γεγονότος έχει μεγάλη σημασία για τη μελέτη του, θα κρίναμε περιττό

στη συγκεκριμένη περίπτωση να αφαιρέσουμε τα χαρακτηριστικά (attributes) που σχετίζονται

με τις συντεταγμένες και το εστιακό βάθος του σεισμού. Αντιθέτως στην περίπτωση που

περιλαμβάνονται ημερομηνίες ή ακόμη και ώρες παρατήρησης του φαινομένου, θα

μπορούσαμε να “φιλτράρουμε” (μέσω του filter: Remove) το σύνολο δεδομένων αφαιρώντας

τες και να επικεντρωθούμε στις πιο επίφοβες λ.χ. γεωγραφικές περιοχές για σεισμό.

Με τα όσα έχουμε ερευνήσει μέχρι αυτό το σημείο, και αν συνυπολογίσουμε τη

συγκέντρωση σεισμικής δραστηριότητας σε συγκεκριμένα γεωγραφικά πλάτη για την

εξεταζόμενη περιοχή, συμπεραίνουμε πως τα υπάρχοντα δεδομένα θα μπορούσαν να
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επαρκέσουν για την εξαγωγή συμπερασμάτων. Βέβαια, η συσχέτιση αυτών με την

γεωτεκτονική της περιοχής υπό εξέταση είναι μείζονος σημασίας.

Αντί του τρόπου ταξινόμησης που χρησιμοποιήσαμε προηγουμένως, αν θέλουμε να

κάνουμε μια πιο αντικειμενική εκτίμηση στην επιλογή των attributes προς αφαίρεση,

ακολουθούμε την παρακάτω διαδικασία στη γραμμή εργαλείων Classify του Explorer:

Classifier->Choose->AttributeSelectedClassifier

->classifier->NaiveBayes

->evaluator->WrappedSubsetEval

->classifier->NaiveBayes

Προηγουμένως εφαρμόστηκε πρώτα ένα φίλτρο και μετέπειτα η ταξινόμηση με

classifier. Σύμφωνα με τον Witten η ίδια διαδικασία μπορεί να γίνει και με έναν

attributeselectedclassifier ο οποίος φιλτράρει τα δεδομένα κατά την ταξινόμηση και όχι πριν

από αυτή. Με τον τελευταίο τρόπο γίνεται θεωρητικά μια πιο αντικειμενική εκτίμηση ως προς

τα attributes που πρέπει να ληφθούν υπόψη στην ταξινόμηση. Αφήνουμε τις υπόλοιπες

παραμέτρους στις προκαθορισμένες τιμές τους και εκτελούμε την ταξινόμηση (Εικ. 27).
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Εικ. 27 Αποτελέσματα ταξινόμησης
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Εικ. 28 Ρύθμιση παραμέτρων AttributeSelectedClassifier. Στο πρώτο παράθυρο που εμφανίζεται,
weka.gui.GenericObjectEditor (εξ αριστερών), θα επιλέξουμε ως classifier τον NaiveBayes ενώ η παράμετρος
search θα αντιστοιχηθεί στο BestFirst. Ως evaluator επιλέγεται ο WrapperSubsetEval για τον οποίο
παραμετροποιούμε όπως φαίνεται στο δεξί παράθυρο της εικόνας

Η ταξινόμηση πραγματοποιήθηκε και στην Εικ. 29 μπορούμε να δούμε μερικά από τα

αποτελέσματα. Παρατηρούμε λοιπόν ότι δημιουργήθηκαν 11 υποσύνολα δεδομένων (11

subsets) τα οποία και “αξιολογήθηκαν” ξεχωριστά για την εξαγωγή του σημαντικότερου -κατά

τον αλγόριθμο- attribute για την ταξινόμηση, με την έννοια ότι επηρεάζει περισσότερο την

απόφαση αντιστοίχισης ενός instance σε ένα class attribute ή σε ένα άλλο. Αυτό, όπως

φαίνεται ήταν το MAGNITUDE.
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Εικ. 29 Αποτελέσματα ταξινόμησης με AttributeSelectedClassifier και ταξινομητή NaiveBayes

Η ακρίβεια της ταξινόμησης προέκυψε ξανά ίση με περίπου 99,8 % όπως και στον

προηγούμενο τρόπο, ο οποίος μπορεί να θεωρηθεί εξαπάτηση του αλγορίθμου (Εικ. 30). Αυτό

γιατί σε εκείνη την περίπτωση χρησιμοποιούμε ολόκληρο το σετ δεδομένων (dataset) για να

αποβάλλουμε τα attributes που ασκούν τη “μικρότερη επιρροή” στην εκλογή της κλάσης

(class). Αντιθέτως, στην περίπτωση του AttributeSelectedClassifier η επιλογή των attributes

γίνεται λαμβάνοντας υπόψιν μόνο τα δεδομένα εκπαίδευσης (training data) και η μετέπειτα

αξιoλόγησή τους γίνεται πάνω στο test data.
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Εικ. 30 Αποτελέσματα ταξινόμησης για παραμετροποίηση όπως περιγράφηκε στην Εικ. 29
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