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1. Περίληψη 

 

Ο σκοπός της εργασίας είναι η αξιολόγηση διαφορετικών μεθόδων προσομοίωσης κατά την 

έρευνα πολυδιάστατου χώρου καθώς και η χρήση της μεθόδου της «Προσομοιωμένης 

Ανόπτησης» για την εύρεση της αναμενόμενης μέσης τιμής (βέλτιστη λύση) της συνάρτησης 

κατανομής σε ένα πολυδιάστατο χώρο (πιθανοθεωρητική ερμηνεία). Η μέθοδος 

«Προσομοιωμένη Ανόπτηση» είναι μία μετα-ευρετική μέθοδος εκτίμησης του ολικού βέλτιστου 

σε πολυδιάστατο χώρο. Χρησιμοποιείται κυρίως σε διακριτούς χώρους (π.χ. οι συνολικές 

επισκέψεις σε αρχαιολογικούς χώρους ενός συνόλου πόλεων). Η προσομοιωμένη ανόπτηση 

προτιμάται στα προβλήματα στα οποία η εκτίμηση ενός ολικού βέλτιστου είναι πιο σημαντική 

από την εύρεση ενός ακριβούς τοπικού βέλτιστου σε ντετερμινιστικό χρόνο 

[https://en.wikipedia.org/wiki/Simulated_annealing]. 

Σε χώρους υψηλών διαστάσεων παρατηρείται διαστρέβλωση γεγονός που αυξάνει την 

αβεβαιότητα των προβλεπτικών μεθόδων. Οι μέθοδοι δειγματοληψίας, οι οποίες 

χρησιμοποιούνται για την εκτίμηση των αριθμητικών ολοκληρωμάτων (δηλ. του όγκου) σε 

χώρους μεγάλης διάστασης, είναι οι εξής: 

• Μέθοδος δειγματοληψίας Monte Carlo (MC)  

• Μέθοδος δειγματοληψίας Monte Carlo Markov Chain (MCMC)  

Στην ουσία, αξιολογούμε την προβλεπτική τους ικανότητα. Ο στόχος του πειραματικού μέρους 

της εργασίας είναι να προσεγγίσουμε τη μέθοδο της «Προσομοιωμένης Ανόπτησης», που θα 

μπορούσαμε αρχικά να αναφέρουμε ότι είναι η εξέλιξη της μεθοδολογίας MCMC . 

Οι προσομοιώσεις MC χρησιμοποιούνται για να εκτιμήσουμε τη πιθανότητα των διαφορετικών 

αποτελεσμάτων σε μία διαδικασία, η οποία δεν είναι εύκολο να προβλεφθεί λόγω της 

παρέμβασης των τυχαίων μεταβλητών. Οι προσομοιώσεις MC έχουν πάρει την ονομασία τους 

από το καζίνο του Μονακό, καθώς η πιθανότητα και η έκβαση των τυχαίων αποτελεσμάτων στα 

τυχερά παιχνίδια είναι βασικές στη τεχνική μοντελοποίησης, για παιχνίδια όπως η ρουλέτα, τα 

ζάρια και οι κουλοχέρηδες. Ο μαθηματικός, Stanislaw Ulam, είναι ο πρώτος που ανέπτυξε τη 

συγκεκριμένη τεχνική. Ο Ulam διασκέδαζε παίζοντας αμέτρητα παιχνίδια πασιέντζας, μετά το 
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πόλεμο, αναρρώνοντας από χειρουργείο στον εγκέφαλο. Στην ουσία, αυτό που του κέντρισε το 

ενδιαφέρον είναι η καταγραφή των διαφορετικών αποτελεσμάτων του παιχνιδιού με σκοπό να 

κατανοήσει την κατανομή τους και να προσδιορίσει τη πιθανότητα να κερδίσει το παιχνίδι. Για 

το σκοπό αυτό, συνεργάστηκε με τον John Von Neumann, και οι δυο τους, εν συνεχεία, 

δημιούργησαν τη τεχνική προσομοίωσης MC, ευρέως γνωστές ως προσομοιώσεις MC. 

[https://www.investopedia.com/terms/m/montecarlosimulation.asp] 

Αρχικά, οι μέθοδοι MC μπορούν να χρησιμοποιηθούν για να λύσουν οποιαδήποτε πρόβλημα 

έχει πιθανοθεωρητική ερμηνεία. Χρησιμοποιώντας το Νόμο των Μεγάλων Αριθμών (ΝΜΑ), η 

αναμενόμενη μέση τιμή κάποιας τυχαίας μεταβλητής, μπορεί να εκτιμηθεί χρησιμοποιώντας τον 

«εμπειρικό μέσο» (δηλαδή, το «δειγματικό μέσο») ανεξαρτήτων τυχαίων δειγμάτων από τη 

συγκεκριμένη μεταβλητή. Όταν η κατανομή πιθανότητας παραμετροποείται, οι Μαθηματικοί,  

συνήθως χρησιμοποιούν τη τεχνική προσομοίωσης MCMC.  

[https://en.wikipedia.org/wiki/Monte_Carlo_method] 

Η τεχνική MCMC είναι «απλά» ένας αλγόριθμος δειγματοληψίας από την κατανομή 

πιθανότητας. Ο όρος μεταφράζεται ως “Markov Chain Monte Carlo”, επειδή στην ουσία είναι 

τεχνική “Monte Carlo”, μια τυχαία μέθοδος, η οποία χρησιμοποιεί “Markov Chains”, ευρέως 

γνωστές ως «Μαρκοβιανές αλυσίδες». Η μέθοδος MCMC, είναι στην ουσία ένας τύπος μεθόδου 

MC, παρόλο που είναι αρκετά πιθανό να δούμε πολλές άλλες μεθόδους, ως απλές περιπτώσεις 

MCMC.  

[https://nicercode.github.io/guides/mcmc/] 

 Η κεντρική ιδέα της τεχνικής MCMC είναι η κατασκευή μίας μαρκοβιανής αλυσίδας με 

προκαθορισμένη στάσιμη κατανομή πιθανότητας. Λόγω του εργοδικού θεωρήματος, η στάσιμη 

κατανομή πιθανότητας εκτιμάται από τις εμπειρικές μετρήσεις των τυχαίων καταστάσεων του 

δειγματολήπτη MCMC.  

Η δειγματοληψία από μία κατανομή πιθανότητας μπορεί να χρησιμοποιηθεί με σκοπό την 

επίλυση προβλημάτων. Στη Στατιστική, η χρήση της μεθόδου “MCMC”  για δειγματοληψία από 

κατανομή πιθανότητας, είναι μία σχετικά «εύκολη» διαδικασία. Σε κάποια προβλήματα, ο 

στόχος είναι η δειγματοληψία από μία ακολουθία πιθανοτήτων που ικανοποιούν μία εξίσωση 

μη γραμμικής εξέλιξης. Οι συγκεκριμένες κατανομές πιθανότητας μπορούν να περιγραφούν ως 
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οι τυχαίες καταστάσεις της μαρκοβιανής αλυσίδας, της οποίας οι πιθανότητες μετάβασης 

εξαρτώνται  από την κατανομή των τρεχόντων τυχαίων καταστάσεων.  

Σε κάποια παραδείγματα, το γράφημα της κατανομής πιθανότητας εμπεριέχει αυξημένη 

δειγματοληπτική περιπλοκότητα (π.χ. μοντέλα περιπάτου “random walks” με μεγάλο χρονικό 

ορίζοντα). Τα συγκεκριμένα μοντέλα μπορούν να ερμηνευθούν ως η ακολουθία των τυχαίων 

καταστάσεων μίας μη γραμμικής μαρκοβιανής αλυσίδας. Ένας τρόπος προσομοίωσης αυτών των 

περίπλοκων μη γραμμικών μαρκοβιανών αλυσίδων, είναι η παραγωγή μεγάλων δειγμάτων από 

τη διαδικασία, αντικαθιστώντας στην εξίσωση της αλυσίδας τις άγνωστες κατανομές 

πιθανότητας  των τυχαίων καταστάσεων, με τους εμπειρικούς δειγματικούς μέσους. Σε αντίθεση 

με τις παραδοσιακές μεθόδους MC και MCMC,  οι εμπειρικοί μέσοι βασίζονται σε διαδοχικά 

αλληλοεπιδρώντα δείγματα. Η ορολογία των «εμπειρικών μέσων», προέρχεται από το γεγονός 

ότι καθένα από τα δείγματα (όπως π.χ. άτομα, φαινόμενα) αλληλοεπιδρούν με τις εμπειρικές 

μετρήσεις της διαδικασίας. Όταν το μέγεθος του συστήματος τείνει στο άπειρο, αυτές οι τυχαίες 

εμπειρικές μετρήσεις τείνουν στη ντετερμινιστική κατανομή πιθανότητας των τυχαίων 

καταστάσεων της μη γραμμικής μαρκοβιανής αλυσίδας, οπότε η αλληλεπίδραση μεταξύ των 

σωματιδίων εξαφανίζεται.   

Τα κεφάλαια χωρίζονται με τέτοιο τρόπο, ώστε κάποια να έχουν ευρέα απήχηση, ενώ άλλα είτε 

διαθέτουν ή παρουσιάζουν υλικό, το οποίο είναι ποιο εξειδικευμένο. Στο πειραματικό μέρος, 

αξιολογούμε τις υποκείμενες μεθοδολογίες, τη χρήση MC καθώς και τη χρήση MCMC σε 

πρακτικές εφαρμογές, όπως και τη τεχνική της «Προσομοιωμένης Ανόπτησης». Ο σκοπός μας 

είναι να αξιολογήσουμε τις μεθόδους σε προβλήματα ολοκλήρωσης, καθώς και να εξάγουμε 

χρήσιμα συμπεράσματα για τη χρήση τους σε πιθανοθεωρητικά προβλήματα. Επί προσθέτως, 

σκοπεύουμε στην αυτοματοποίηση του υπολογισμού των μεθόδων προσομοίωσης 

δημιουργώντας υλικό σε λογισμικό R.  
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2. Εισαγωγή 

 

Η δειγματοληψία στη Στατιστική είναι η επιλογή ενός υποσυνόλου ατόμων (ένα στατιστικό 

δείγμα) από ένα «στατιστικό» πληθυσμό με σκοπό να εξετάσουμε συγκεκριμένα χαρακτηριστικά 

του δείγματος (π.χ. φύλο, ηλικία κτλ.) και να τα αναγάγουμε στο συνολικό πληθυσμό. Δύο βασικά 

πλεονεκτήματα της δειγματοληψίας είναι το κόστος, το οποίο είναι χαμηλότερο, καθώς και η 

συλλογή των δεδομένων, η οποία είναι γρηγορότερη και ευκολότερη σε σχέση με τις αντίστοιχες 

μετρήσεις για το συνολικό πληθυσμό. 

Κάθε παρατήρηση αποτυπώνει ένα ή περισσότερα χαρακτηριστικά (π.χ. βάρος,  τοποθεσία) του 

παρατηρούμενου πληθυσμού, χαρακτηρίζοντάς τα ως ανεξάρτητα αντικείμενα ή άτομα. Στη 

δειγματοληψία μέσω έρευνας, μπορούν να εφαρμοστούν βάρη στα χαρακτηριστικά για το 

κατάλληλο σχεδιασμό του δείγματος. Τα αποτελέσματα από τη θεωρία πιθανοτήτων και τη 

στατιστική χρησιμοποιούνται για να καθοδηγήσουν τη δειγματοληπτική πρακτική. Στην 

ακαδημαϊκή και επιχειρηματική έρευνα, η δειγματοληψία χρησιμοποιείται ευρέως για να 

συλλέξουμε πληροφορία για ένα πληθυσμό. Επίσης, η δειγματοληψία χρησιμοποιείται για να 

προσδιορίσουμε εάν μία διαδικασία (σε επίπεδο παραγωγής) ικανοποιεί τα προ απαιτούμενα 

χαρακτηριστικά. 

Η δειγματοληπτική διαδικασία περιέχει διάφορα στάδια: 

1. Ορισμός του πληθυσμού 

2. Ορισμός του δείγματος, ένα σύνολο χαρακτηριστικών ή γεγονότων που μπορούν να 

μετρηθούν 

3. Προσδιορισμός της δειγματοληπτικής μεθόδου για το επιλεγμένο σύνολο 

χαρακτηριστικών ή γεγονότων 

4. Προσδιορισμός του μεγέθους του δείγματος 

5. Υλοποίηση της δειγματικής διαδικασίας 

6. Δειγματοληψία και συλλογή δεδομένων 

Σε οποιαδήποτε δειγματοληπτική μέθοδο μπορούν να επιλεχθούν τα παραπάνω στάδια, είτε 

ανεξαρτήτως είτε σε συνδυασμό. Υπάρχουν κοινοί παράγοντες που επηρεάζουν την επιλογή 

μεταξύ των προαναφερόμενων σταδίων και αυτοί είναι: 
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• Η φύση και η ποιότητα του δείγματος 

• Η διαθεσιμότητα βοηθητικής πληροφορίας για τις μονάδες (άτομα) του δείγματος 

• Η ακρίβεια και αντίστοιχα η ανάγκη να μετρήσουμε την ακρίβεια 

• Η προσδοκία για περαιτέρω ανάλυση του δείγματος 

• Το επιχειρησιακό κόστος 

Σε ένα Απλό Τυχαίο Δείγμα (ΑΤΔ) συγκεκριμένου μεγέθους, για όλα τα υποσύνολα – άτομα 

αντιστοιχεί ίση πιθανότητα. Κάθε άτομο έχει ίδια πιθανότητα επιλογής: το δείγμα δε διαιρείται 

ή τμηματοποιείται. Επιπλέον, κάθε ζευγάρι ατόμων έχει την ίδια πιθανότητα επιλογής σε σχέση 

με οποιαδήποτε άλλο ζευγάρι ατόμων (το ίδιο ισχύει για τα τριπλά, τετραπλά κτλ.). Αυτό 

ελαχιστοποιεί τη προκατάληψη και απλοποιεί την ανάλυση των αποτελεσμάτων. Συγκεκριμένα, 

η διακύμανση μεταξύ των ανεξαρτήτων αποτελεσμάτων σε ένα δείγμα είναι καλός δείκτης της 

διασποράς του συνολικού πληθυσμού, το οποίο απλοποιεί τα δεδομένα και μας φέρνει σε θέση 

να εκτιμήσουμε με ακρίβεια τα αποτελέσματά μας. 

Τα ΑΤΔ είναι ευάλωτα στο δειγματικό σφάλμα, λόγω της τυχαιότητας της επιλογής, το οποίο 

μπορεί να οδηγήσει σε μία επιλογή δείγματος, η οποία δεν είναι αντιπροσωπευτική του 

πληθυσμού. Για παράδειγμα, ένα ΑΤΔ δέκα ανθρώπων από μία δεδομένη χώρα θα περιέχει, 

κατά μέσο όρο, πέντε άντρες και πέντε γυναίκες, αλλά σε οποιαδήποτε δοκιμή μπορεί να 

επικρατεί το ένα φύλο έναντι του άλλου. Οι συστηματικές και τμηματοποιημένες τεχνικές 

προσπαθούν να ξεπεράσουν το πρόβλημα χρησιμοποιώντας «πληροφορία για το πληθυσμό», 

ώστε να γίνει καλύτερη επιλογή του αντιπροσωπευτικού δείγματος. 

Τα ΑΤΔ  είναι δύσχρηστα και χρονοβόρα, όταν προσπαθούμε να πάρουμε δείγματα από ένα 

ασυνήθη μεγάλο πληθυσμό. Σε κάποιες περιπτώσεις, οι ερευνητές ενδιαφέρονται για 

συγκεκριμένα χαρακτηριστικά σε υποομάδες του πληθυσμού. Για παράδειγμα, οι ερευνητές 

μπορεί να ενδιαφέρονται αν η γνωστική ικανότητα, ως ένας προβλεπτικός παράγοντας της 

επαγγελματικής απόδοσης, είναι ίδια μεταξύ διαφορετικών φυλετικών ομάδων. Τα ΑΤΔ δεν 

μπορούν να ικανοποιήσουν τις ανάγκες των ερευνητών διότι δεν παρέχουν υποδείγματα του 

πληθυσμού.  

[https://en.wikipedia.org/wiki/Sampling_(statistics)]  

 Οι μέθοδοι MC είναι ευρέως τάξης υπολογιστικοί αλγόριθμοι, οι οποίοι βασίζονται σε 

επαναλαμβανόμενη δειγματοληψία, με σκοπό το προσδιορισμό των αριθμητικών 
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αποτελεσμάτων. Η βασική τους ιδέα είναι ότι χρησιμοποιούμε τη τυχαιότητα για να λύσουμε 

πραγματικά προβλήματα, τα οποία μπορεί να έχουν προκαθοριστεί ως ντετερμινιστικά. 

Χρησιμοποιούνται συχνά σε μαθηματικά προβλήματα και είναι κυρίως χρήσιμα, όταν είναι 

δύσκολο ή αδύνατο να χρησιμοποιήσουμε τις συνήθεις πρακτικές μεθόδους. Οι μέθοδοι MC 

χρησιμοποιούνται κυρίως για τα τρία παρακάτω προβλήματα: 

• Βελτιστοποίηση 

• Αριθμητική Ολοκλήρωση 

• Αναπαραγωγή δειγμάτων από κατανομή πιθανότητας 

Στα προβλήματα φυσικής, οι μέθοδοι MC είναι χρήσιμες για τη προσομοίωση συστημάτων με 

αρκετούς βαθμούς ελευθερίας, όπως τα υγρά, τα διαταραγμένα υλικά, τα ισχυρά ζεύγη στερεών, 

και εν γένη, οι κυτταρικές δομές. Άλλα παραδείγματα περιλαμβάνουν τη μοντελοποίηση 

φαινομένων με σημαντική αβεβαιότητα, όπως ο υπολογισμός του ρίσκου μιας επιχείρησης, ή 

στα μαθηματικά, η εκτίμηση πολυδιάστατων πεπερασμένων ολοκληρωμάτων με περίπλοκες 

οριακές συνθήκες. Σε πραγματικές εφαρμογές όπως η εξερεύνηση του διαστήματος αλλά και η 

εξερεύνηση πετρελαίου, οι προβλέψεις των μεθόδων MC, όπως οι υπερβάσεις κόστους και οι 

υπερβάσεις του προγράμματος σε χρονική διάρκεια είναι συνήθως καλύτερες από την 

ανθρώπινη διαίσθηση ή τις εναλλακτικές μεθόδους. 

Όπως αναφέραμε, οι μέθοδοι MC μπορούν να χρησιμοποιηθούν για προβλήματα 

πιθανοθεωρητικής φύσεως. Σύμφωνα με το ΝΜΑ η αναμενόμενη μέση τιμή μιας τυχαίας 

μεταβλητής μπορεί να εκτιμηθεί χρησιμοποιώντας τον «εμπειρικό μέσο» (δειγματικός μέσος) 

ανεξάρτητων τυχαίων δειγμάτων της μεταβλητής. Σε άλλα προβλήματα, ο στόχος είναι να 

δημιουργήσουμε μία ακολουθία κατανομών πιθανότητας. Ένας τρόπος να προσομοιώσουμε 

από τις μαρκοβιανές αλυσίδες είναι να έχουμε ένα μεγάλο αριθμό δειγμάτων της διαδικασίας, 

αντικαθιστώντας τις άγνωστες κατανομές πιθανότητας των τυχαίων καταστάσεων της αλυσίδας 

με τις δειγματικές εμπειρικές μετρήσεις. Όταν το σύστημα τείνει στο άπειρο, αυτές οι τυχαίες 

εμπειρικές μετρήσεις συγκλίνουν στη ντετερμινιστική κατανομή πιθανότητας των τυχαίων 

καταστάσεων της μη γραμμικής μαρκοβιανής αλυσίδας (στάσιμη κατανομή ή κατανομή 

ισορροπίας). 

 [https://en.wikipedia.org/wiki/Monte_Carlo_method] 

 



12 

3. Monte Carlo 

 

3.1 Ορισμός του Monte Carlo  

 

Στην ουσία, δεν υπάρχει ένας μόνο τρόπος ορισμού του MC. Για παράδειγμα,  ο Ripley [1987] 

ορίζει ως κύρια πιθανονοθεωρητική μοντελοποίηση τη στοχαστική προσομοίωση, με το MC να 

χρησιμοποιείται για την μαθηματική ολοκλήρωση καθώς και για τους στατιστικούς ελέγχους. Ο 

Sawilowsky [2003] διαφοροποιεί τη προσομοίωση, τη μέθοδο MC, καθώς και τη MC 

προσομοίωση. Η προσομοίωση είναι η αναπαράσταση της πραγματικότητας, η μέθοδος  MC 

είναι μία τεχνική, η οποία μπορεί να χρησιμοποιηθεί για να λύσουμε ένα μαθηματικό ή 

στατιστικό πρόβλημα, ενώ η MC προσομοίωση χρησιμοποιεί την επαναλαμβανόμενη 

δειγματοληψία με σκοπό να επαληθεύσει τις στατιστικές ιδιότητες ενός φαινομένου (ή μίας 

συμπεριφοράς). Παραδείγματα: 

• Προσομοίωση: Επιλέγοντας μία τιμή τυχαία από την ομοιόμορφη κατανομή στο 

διάστημα [0,1] μπορεί να χρησιμοποιηθεί για να προσομοιώσουμε τις ρίψεις ενός 

κέρματος: Εάν η τιμή είναι μικρότερη ή ίση με 0.5 αντιστοιχούμε το αποτέλεσμα ως 

«κεφαλή», ενώ αν η τιμή είναι μεγαλύτερη από 0.5 αντιστοιχούμε το αποτέλεσμα ως 

«γράμματα». Αυτό απεικονίζει μία προσομοίωση, αλλά δεν είναι MC προσομοίωση. 

• Μέθοδος MC: Ρίχνουμε ένα κουτί από κέρματα στο τραπέζι, εν συνεχεία, υπολογίζουμε 

την αναλογία μεταξύ των δύο πιθανών αποτελεσμάτων, «κεφαλές» και «γράμματα», η 

συγκεκριμένη μέθοδος απεικονίζει μία μέθοδο MC για το προσδιορισμό της 

συμπεριφοράς επαναλαμβανόμενων ρίψεων κερμάτων (πιθανότητα του 

αποτελέσματος), αλλά δεν είναι μία προσομοίωση.  

• Προσομοίωση MC: Επιλέγουμε ένα μεγάλο αριθμό τιμών ομοιόμορφων τυχαίων 

μεταβλητών στο διάστημα [0,1] σε μία χρονική στιγμή, ή ένα μεγάλο αριθμό τιμών των 

μεταβλητών αυτών σε διαφορετικές στιγμές, και αντιστοιχούμε τις τιμές που είναι 

μικρότερες ή ίσες με 0.5, όπως προηγουμένως, ως «κεφαλή» και τις τιμές που είναι 

μεγαλύτερες από 0.5 ως «γράμματα». Αυτό απεικονίζει μία προσομοίωση MC της 

συμπεριφοράς της επαναλαμβανόμενης ρίψης ενός κέρματος. 
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Οι Kalos και Whitlock (2008) τόνισαν ότι τέτοιοι διαχωρισμοί είναι δύσκολο να διατηρηθούν. Για 

παράδειγμα, η εκπομπή της ραδιενέργειας των ατόμων είναι μία φυσική στοχαστική διαδικασία. 

Αυτή η διαδικασία, μπορεί να προσομοιωθεί είτε απευθείας, είτε η μέση συμπεριφορά της 

μπορεί να προσομοιωθεί, και να περιγραφεί από στοχαστικές εξισώσεις, οι οποίες λύνονται με 

μεθόδους MC.  

[https://en.wikipedia.org/wiki/Monte_Carlo_method] 

 

3.2 Μαθηματική Ολοκλήρωση με τη μέθοδο Monte Carlo  

 

Γενικά, οι μέθοδοι MC χρησιμοποιούνται στα μαθηματικά για την επίλυση προβλημάτων. Αυτό 

επιτυγχάνεται με την κατάλληλη δημιουργία αλληλουχίας τυχαίων αριθμών και την επαλήθευση 

κάποιας ιδιότητας ή ιδιοτήτων που διέπει αυτό το σύνολο αριθμών. Η μέθοδος είναι χρήσιμη για 

την εφαρμογή αριθμητικών λύσεων σε προβλήματα, τα οποία είναι δύσκολο να λυθούν 

αναλυτικά. Η πιο συχνή εφαρμογή της μεθόδου MC είναι στην μαθηματική ολοκλήρωση.  

[https://en.wikipedia.org/wiki/Monte_Carlo_method] 

Στη Στατιστική, δύο βασικές κατηγορίες αριθμητικών προβλημάτων είναι τα προβλήματα 

βελτιστοποίησης καθώς και τα προβλήματα μαθηματικής ολοκλήρωσης. Για να υποστηρίξουμε 

το επιχείρημά μας, θα αναφέρουμε ότι αρκετά αριθμητικά παραδείγματα [Rubinstein, 1981, 

Gentle, 2002, ή Robert, 2001] δείχνουν ότι δεν είναι πάντα πιθανό να υπολογίσουμε τους 

εκτιμητές, οι οποίοι συνδέονται με ένα φαινόμενο (π.χ. μέγιστη πιθανοφάνεια, Bayes κτλ.). 

Επομένως, πολλές φορές ένα πρόβλημα θεωρείται αριθμητικής λύσης ανεξαρτήτως στατιστικού 

προβλήματος. Μία γενικευμένη λύση είναι να χρησιμοποιήσουμε προσομοίωση, από τη 

πραγματική ή την αντιπροσωπευτική κατανομή πιθανότητας, ώστε να υπολογίσουμε τους 

εκτιμητές που μας ενδιαφέρουν. Στη θεωρία αποφάσεων, η λύση είναι κανονική, διότι τα 

ολοκληρώματα χρησιμοποιούνται ως εκτιμητές σε σχέση με τις κατανομές πιθανότητας.  

Αυτό σημαίνει ότι με τη παραγωγή ενός σχεδόν άπειρου αριθμού τυχαίων μεταβλητών, οι οποίες 

ακολουθούν μία συγκεκριμένη κατανομή πιθανότητας, υπάρχει η δυνατότητα χρήσης της 
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συχνότητας και των ασυμπτωτικών αποτελεσμάτων, σχετικά ευκολότερα σε σχέση με τις αρχικές 

συνθήκες, όπου το μέγεθος του δείγματος είναι προκαθορισμένο.   

Συνεπώς, υπάρχει η δυνατότητα να εφαρμόσουμε πιθανοθεωρητικά αποτελέσματα, όπως π.χ. ο 

Νόμος των Μεγάλων Αριθμών (ΝΜΑ) ή το Κεντρικό Οριακό Θεώρημα (ΚΟΘ), εφόσον μας δίνεται 

η δυνατότητα αξιολόγησης της σύγκλισης των μεθόδων προσομοίωσης (το οποίο είναι 

ισοδύναμο με τη ντετερμινιστική προοπτική που χρησιμοποιείται στις αριθμητικές μεθόδους).  

Πριν τη περιγραφή της τεχνικής MC, είναι πιθανό να χρησιμοποιήσουμε τις μεθόδους 

προσομοίωσης για να εκτιμήσουμε ολοκληρώματα της μορφής  

    

όπου  είναι η πυκνότητα πιθανότητας. Για παράδειγμα, το στατιστικό πρόγραμμα R παρέχει 

δύο συναρτήσεις, οι οποίες υλοποιούν μονό-μεταβλητή ολοκλήρωση, τη συνάρτηση , η 

οποία περιέχεται στη βιβλιοθήκη 𝑀𝐴𝑆𝑆 καθώς και τη συνάρτηση 𝑖𝑛𝑡𝑒𝑔𝑟𝑎𝑡𝑒. Ωστόσο, η 

συνάρτηση 𝑎𝑟𝑒𝑎 δε μπορεί να διαχειριστεί τα άπειρα όρια του ολοκληρώματος και απαιτεί 

πρότερη γνώση του χωρίου ολοκλήρωσης. Αντιθέτως, η συνάρτηση 𝑖𝑛𝑡𝑒𝑔𝑟𝑎𝑡𝑒 δέχεται τα άπειρα 

όρια ολοκλήρωσης, αλλά ενδέχεται να παράγει αβέβαια αποτελέσματα. 

Συγκρίνουμε τη χρήση της συνάρτησης  στο ολοκλήρωμα, 

 

Λαμβάνουμε την ακολουθία τιμών που αναπαρίσταται στο Γράφημα . Δε παρατηρείται 

σημαντική διαφορά για μικρές τιμές του   

( ) ( ) ,
x
h x f x dxò

( )f x

αrea

integrate

( )1

0
exp ,x x dxl¥ - -ò

3.2.1

λ.
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Γράφημα 3.2.1: Σύγκριση των τιμών της συνάρτησης integrate για το ολοκλήρωμα  με τις 

πραγματικές του τιμές. 

 

Το σημαντικό με τις μεθόδους μαθηματικής ολοκλήρωσης είναι ότι συχνά αποτυγχάνουν να 

εστιάσουν στη σημαντική περιοχή ολοκλήρωσης της συνάρτησης. Από την άλλη, οι μέθοδοι 

προσομοίωσης έχουν τη δυνατότητα να στοχεύσουν σε συγκεκριμένη περιοχή και να 

αποκτήσουν γνώση, όσον αφορά τη πυκνότητα πιθανότητας, η οποία σχετίζεται με το 

ολοκλήρωμα. 

Ας θεωρήσουμε ένα δείγμα από  τυχαίες μεταβλητές Cauchy   με παράμετρο 

θέσης (μέση τιμή) . Η περιθώρια κατανομή πιθανότητας του δείγματος, βασισμένη σε 

δοσμένη εκ των προτέρων κατανομή, δίνεται από τη παρακάτω εξίσωση: 

  

Ωστόσο, η συνάρτηση  στο λογισμικό R επιστρέφει λανθασμένη τιμή και δεν 

υποδεικνύει τη δυσκολία, καθώς το σφάλμα είναι πολύ μικρό. Δείτε το παράδειγμα   

παρακάτω.   

( )lG

10 iX ( )1 10iX£ £

250q =

( )
( )

10

2
1

1 1
1i i

m x d
x

q
p q

¥

=-¥

=
+ -

Õò

integrate

( )3.2.1
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Παράδειγμα 3.2.1: Δείγμα από την κατανομή Cauchy  

 

 

Επιπλέον, το αποτέλεσμα της συνάρτησης 𝑖𝑛𝑡𝑒𝑔𝑟𝑎𝑡𝑒 δεν είναι ανταγωνιστικό. Χρησιμοποιώντας 

τη συνάρτηση 𝑎𝑟𝑒𝑎, για τη συγκεκριμένη περίπτωση, παράγεται πιο αξιόπιστη εκτίμηση της 

τιμής του ολοκληρώματος, η οποία παρατηρείται στο Γράφημα , διότι η συνάρτηση 

 ισορροπεί  καθώς αυξάνει το 𝑎, αλλά αυτό προφανώς απαιτεί πρότερη γνώση 

της θέσης του πεδίου ολοκλήρωσης.  

 

 

 

cac =  rcauchy 10( )  +  250

#  Η  συν !αρτηση  rcauchy δηµιουργε !ι 10 αριθµο !υς  απ !ο  την  κατανοµ !η  Cauchy
 
lik  =  function the( )  {
  u =  dcauchy cac 1⎡⎣ ⎤⎦ − the( )
  for  i in 2 :10( )
   u =  u*dcauchy cac i⎡⎣ ⎤⎦ − the( )
     return u( )  }

 
# H συν !αρτηση  dcauchy δ!ινει τη  πυκν !οτητα  πιθαν !οτητας  της  κατανοµ !ης  Cauchy

integrate lik,− Inf , Inf( )
6.061691e−12 with absolute error  <  3e−12
integrate lik,200,400( )
4.527634e−51 with absolute error  <  1e−56

( ) 3.2.2

( ), ,area lik a a-
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Γράφημα 3.2.2: Σύγκριση μεταξύ των αποτελεσμάτων των συναρτήσεων ολοκλήρωσης, integrate 

και area του λογισμικού R, με βάση τη πυκνότητα πιθανότητας των τιμών της κατανομής Cauchy 

σε λογαριθμική κλίμακα (το αποτέλεσμα της συνάρτησης area αντιστοιχεί στη διακεκομμένη 

γραμμή). 

Συνεπώς, τα εργαλεία μαθηματικής ολοκλήρωσης δεν μπορούν να ανταπεξέλθουν σε 

ολοκληρώματα μεγάλων διαστάσεων, τα οποία εμφανίζονται συχνά σε στατιστικά προβλήματα. 

Η ανάπτυξη τέτοιων εργαλείων θα ήταν αρκετά δαπανηρή, λόγω της πιθανοθεωρητικής φύσης 

αυτών των ολοκληρωμάτων. 

Είναι αναγκαίο να θυμηθούμε βασικές πιθανοθεωρητικές ιδιότητες [Robert and Casella, 2004], 

πριν εφαρμόσουμε τεχνικές προσομοίωσης σε πρακτικά προβλήματα. Το σύνηθες πρόβλημα, το 

οποίο σχετίζεται με την εκτίμηση του ολοκληρώματος της μορφής 

   

όπου το  αναπαριστά το σύνολο των τιμών της τυχαίας μεταβλητής , η οποία με τη σειρά 

της συνδέεται με τη πυκνότητα πιθανότητας  των τιμών της τυχαίας μεταβλητής. Η μέθοδος 

της προσομοίωσης MC  για να εκτιμήσουμε την εξίσωση  στην ουσία αποτελείται από τη 

( )3.1 Ef h x( )⎡⎣ ⎤⎦ = h x( ) f x( )
x∫ dx,

h x( ) X

f

( )3.1
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παραγωγή ενός δείγματος τιμών  από την πυκνότητα πιθανότητας , καθώς και 

από την εκτίμηση του εμπειρικού μέσου του δείγματος, 

   

διότι με βάση το ΝΜΑ το  (εμπειρικός μέσος) συγκλίνει σχεδόν βεβαίως για κάθε παραγόμενο 

δείγμα στη πραγματική μέση τιμή της κατανομής δηλ. στο  

Επί προσθέτως, όταν η έκφραση  έχει πεπερασμένη μέση τιμή, με βάση τη πυκνότητα 

πιθανότητας  η ταχύτητα σύγκλισης στο  μπορεί να εκτιμηθεί από το 𝑂23!
"
4. Επιπλέον, η 

εκτίμηση για την ασυμπτωτική διασπορά δίνεται από την εξίσωση:  

  

όπου, επίσης, μπορεί να εκτιμηθεί από το δείγμα  μέσω της εξίσωσης 

  

Ειδικά, λόγω του ΚΟΘ, για μεγάλα  έχουμε ότι,  

  

ακολουθεί τη τυποποιημένη κανονική κατανομή  με ένα διάστημα εμπιστοσύνης για την 

εκτίμηση της μέσης τιμής . 

Ας θεωρήσουμε τη συνάρτηση «παιχνιδιού» (toy function), της οποίας το ολοκλήρωμα μπορεί 

να υπολογιστεί αναλυτικά, 

   

( )1,...., nX X f

( )3.2 ( )
1

1 ,
n

n j
j

h h x
n =

= å

hn

Ef h x( )( ).

( )2h x

,f nh

( ) ( ) ( )[ ]( ) ( )21
var ,n f

x

h h x E h X f x dx
n

= -ò

( )1,...., nX X

( ) 2

2
1

1 .
n

nn j
j

u h x h
n =

é ù= -ë ûå

n

( )n f

n

h E h X
u

- é ùë û

( )0,1N

( )fE h xé ùë û

( )3.3 h x( ) = cos 50x( )+ sin 20x( )⎡⎣ ⎤⎦
2
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Όπως παρατηρείται στο πρώτο μέρος του γραφήματος , ολοκληρώνουμε στο διάστημα 

 Αυτό δύναται να αναπαρασταθεί με ομοιόμορφη κατανομή, επομένως έχουμε 

 ανεξάρτητες και ταυτοτικά κατανεμημένες  τυχαίες μεταβλητές, άρα είμαστε 

σε θέση να εκτιμήσουμε το ολοκλήρωμα ∫ ℎ(𝑥)𝑓(𝑥)𝑑𝑥 με το  . Το  δεύτερο μέρος του 

γραφήματος  απεικονίζει το κινούμενο μέσο, καθώς και τα διαστήματα εμπιστοσύνης, 

τα οποία υπολογίζονται με βάση τα εκτιμώμενα τυπικά σφάλματα (standard error ή SE) σε  

αριθμό παρατηρήσεων (προσομοιώσεις). 

 Γράφημα 3.2.3: Εκτίμηση του ολοκληρώματος της συνάρτησης (3.3): Το 1ο γράφημα είναι οι τιμές 

της συνάρτησης (3.3), και το 2ο γράφημα είναι η αναμενόμενη μέση τιμή 2 τυπικές αποκλίσεις 

(SE) για ένα δείγμα 10,000 προσομοιώσεων. 

 

Πρέπει να τονίσουμε ότι το διάστημα εμπιστοσύνης (κάτω μέρος του γραφήματος)  δεν είναι ένα 

95% διάστημα εμπιστοσύνης, όπως ορίζεται στη στατιστική βιβλιογραφία, δηλαδή δεν είναι ένα 

διάστημα εμπιστοσύνης της εκτιμήτριας, αλλά το διάστημα αξιολόγησης της εκτιμήτριας, το 

οποίο μπορεί να αναπαραχθεί για οποιαδήποτε αριθμό επαναλήψεων. 

( )3.2.3

[ ]0,1 .

U1,......,Un ( )iid

( )ih U
nå

( )3.2.3

n

±
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Παρόλο ότι δε μπορεί να αμφισβητηθεί το όφελος που προέρχεται από την εκτίμηση του 

σφάλματος του MC εκτιμητή, το διάστημα εμπιστοσύνης είναι αξιόπιστο όταν το  είναι 

κατάλληλος εκτιμητής της διασποράς . Σε περιπτώσεις όπου το  αποκλίνει σχεδόν βεβαίως 

είτε αποκλίνει για ντετερμινιστική χρονική διάρκεια, ώστε να εφαρμόσουμε το ΚΟΘ, τότε η 

εκτίμηση της μέσης τιμής (εκτιμήτριας), καθώς και το διάστημα εμπιστοσύνης που τη συνοδεύει, 

δεν μπορούν να θεωρηθούν αξιόπιστα.  

Η μεθοδολογία MC, η οποία εφαρμόστηκε στο παραπάνω παράδειγμα, μπορεί να 

χρησιμοποιηθεί σε μία πληθώρα περιπτώσεων όπου η εμπειρική κατανομή μπορεί να 

προσομοιωθεί. Για παράδειγμα, χρησιμοποιούμε αθροίσματα MC με σκοπό να υπολογίσουμε 

την αθροιστική πυκνότητα πιθανότητας (CDF) της κανονικής κατανομής.  

Παράδειγμα 3.2.2: Δοθέντος δείγματος της τυποποιημένης κανονικής κατανομής  

μεγέθους  η εκτίμηση της αθροιστικής πυκνότητας πιθανότητας δίνεται από την 

εξίσωση: 

  

Με τη μέθοδο MC, η εξίσωση γίνεται: 

  

Πίνακας 3.1: Αξιολόγηση της μεθόδου MC με τη προσομοίωση τιμών από την κανονική κατανομή 

χρησιμοποιώντας 𝑛 παρατηρήσεις ενός κανονικοποιημένου δείγματος σε σύγκριση με τις 

πραγματικές αθροιστικές πυκνότητες πιθανοτήτων της κανονικής κατανομής. 

     

𝑛/𝑡  0.0  0.67 0.84 1.28 1.65 2.32 3.09 3.72 

10^2  0.5800 0.7800 0.8200 0.9400 0.9900 1.0000 1.000 1.0000 

10^3  0.5020 0.7610 0.8040 0.9090 0.9540 0.9890 1.000 1.0000 

un

nh un

( )0,1N
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n
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10^4  0.4993 0.7518 0.8030 0.9060 0.9540 0.9895 0.999 0.9999 

10^5  0.4996 0.7491 0.7994 0.9000 0.9500 0.9900 0.999 0.9999 

10^6  0.5003 0.7500 0.8002 0.9003 0.9503 0.9901 0.999 0.9999 

10^7  0.5003 0.7501 0.8001 0.9000 0.9500 0.9900 0.999 0.9999 

10^8  0.5000 0.7500 0.8000 0.9000 0.9500 0.9900 0.999 0.9999 

 

Παρατηρείτε στο πίνακα  ότι οι εκτιμήσεις της τελευταίας γραμμής του πίνακα είναι οι 

πραγματικές αθροιστικές πιθανότητες της κανονικής κατανομής. Η εκτιμώμενη διασπορά είναι 

 όπου οι μεταβλητές  είναι ανεξάρτητες δοκιμές Bernulli με πιθανότητα 

επιτυχίας  Παρατηρούμε ότι για τιμές κοντά στο  , η διασπορά κυμαίνεται στο  

οπότε για να πετύχουμε μία ακρίβεια της τάξης των τεσσάρων δεκαδικών, χρειαζόμαστε 

 προσομοιώσεις και αυτό σημαίνει περίπου  

προσομοιώσεις.  

Ο πίνακας  περιέχει τις εκτιμήσεις για διαφορετικές τιμές του  και ταυτόχρονα δείχνει ότι 

η εκτίμηση για  εκατομμύρια επαναλήψεις είναι ακριβής. Όπως παρατηρούμε, μεγαλύτερη 

ακρίβεια επιτυγχάνεται στις ουρές της κατανομής, οπότε μπορούν να εφαρμοστούν 

αποτελεσματικές μέθοδοι προσομοιώσεων.  

Η εκτίμηση της πυκνότητας της κατανομής πιθανότητας μέσω της μεθόδου MC δεν είναι μία 

τετριμμένη διαδικασία και επομένως δύναται να χρησιμοποιηθεί για την αξιολόγηση ενός 

στατιστικού μέτρου της κατανομής, π.χ. τη πιθανοφάνεια, χρησιμοποιώντας τη μηδενική 

υπόθεση [Robert and Casella, 2004]. 

Επομένως, η μεθοδολογία MC μπορεί να χρησιμοποιηθεί για την εκτίμηση ολοκληρωμάτων 

όμοιων της εξίσωσης . Η μέθοδος παρέχει καλές εκτιμήσεις σε μεγάλο αριθμό εφαρμογών, 

εντούτοις υπάρχουν εναλλακτικές μέθοδοι εξίσου αποτελεσματικές, οι οποίες αποφεύγουν την 

προσομοίωση από την κατανομή  και μπορούν να χρησιμοποιηθούν επαναληπτικά για μία 

πληθώρα ολοκληρωμάτων όμοιων της εξίσωσης  Η χρήση της επαναληπτικότητας μπορεί 

( )3.1

[ ]( ) 1 ( ) /F t F t n- II
tx t£

( ).F t 0t = 1/ 4 ,n
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να εφαρμοστεί είτε σε μία οικογένεια συναρτήσεων  είτε σε μία οικογένεια πυκνότητας 

πιθανοτήτων . Επιπλέον, τα προβλήματα που αντιστοιχούν στις ουρές των κατανομών 

μπορούν να επεξεργαστούν με μεγαλύτερη ακρίβεια σε σχέση με την προσομοίωση από τη 

κατανομή  δεδομένου ότι η παραγωγή γεγονότων με πολύ μικρή πιθανότητα απαιτεί ένα πολύ 

μεγάλο αριθμό προσομοιώσεων για να πετύχουμε την επιθυμητή ακρίβεια (ανατρέξτε στο 

πίνακα 3.1).  

΄Όπως αναφέραμε προηγουμένως το ΚΟΘ εφαρμόζεται στις εκτιμήτριες της μεθόδου MC της 

μορφής:  

      

και συνεπώς, μπορεί να χρησιμοποιηθεί για την εκτίμηση της σύγκλισης στη μέση τιμή δηλ. τη 

σύγκλιση του ολοκληρώματος,  

  

εννοώντας ότι η τυχαία μεταβλητή  είναι ασυμπτωτικά κανονική. 

Η ουσία του γραφήματος  είναι ότι η συνάρτηση «παιχνιδιού» (toy function) 

αναπαρίσταται από ένα κανονικό διάστημα εμπιστοσύνης. Παρατηρείται ένα ασυμπτωτικά 

«έγκυρο» διάστημα εμπιστοσύνης του ολοκληρώματος , για κάθε σταθερό 

αριθμό επαναλήψεων. 

Από την άλλη πλευρά, υπάρχουν περιορισμοί σε αυτή τη προσέγγιση. Το διάστημα το οποίο 

κατασκευάζεται κατά τη διάρκεια των επαναλήψεων και αναπαρίσταται στο γράφημα  

δεν είναι ένα «έγκυρο» διάστημα εμπιστοσύνης. Αν επαναλάβουμε τη μέθοδο MC για το 

παραπάνω πείραμα, η ακολουθία των τιμών που  παράγεται δεν είναι μέσα στο συγκεκριμένο 

διάστημα και αν επαναλάβουμε τη διαδικασία πολλές φορές, η συχνότητα με την οποία οι τιμές 

της εκτιμήτριας θα παραμένουν εντός του διαστήματος εμπιστοσύνης, δε θα προσεγγίζει το 

ονομαστικό διάστημα εμπιστοσύνης 95%. 

Η διαφορά είναι ότι η μέθοδος που αναπαρίσταται στο 2ο μέρος του γραφήματος  είναι 

μονομεταβλητή. Δηλαδή, τα όρια του διαστήματος εμπιστοσύνης της εκτιμήτριας , κατά την 

h

f

f
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επανάληψη , εξαρτώνται μόνο από τις τιμές και τη διασπορά κατά τη χρονική στιγμή  και 

αγνοούν οποιαδήποτε δομή υπάρχει στα παραγόμενα δείγματα. Ένα «έγκυρο» διάστημα 

εμπιστοσύνης είναι υπεύθυνο για τη συνολική κατανομή των τιμών, είτε από τη μονομεταβλητή 

είτε από τη πολυμεταβλητή σκοπιά.  

Τονίζουμε ότι το διάστημα εμπιστοσύνης που βασίζεται στο ΚΟΘ είναι ασυμπτωτικά έγκυρο. 

Πρέπει να επεκτείνουμε την έρευνά μας στη συνολική αξιολόγηση της σύγκλισης της ακολουθίας 

των εκτιμητών επειδή υπάρχουν περιπτώσεις όπου πρέπει να πάρουμε ένα μεγάλο αριθμό 

προσομοιώσεων. Αυτό θα μπορούσε να οδηγήσει σε αξιολόγηση σύγκλισης 2ης τάξης με 

περισσότερες προσομοιώσεις από την αρχική.   

Παρόλο που είναι εκτός της έρευνά μας, γνωρίζουμε ότι ο σταθερός μέσος και οι μέθοδοι των 

επαναλήψεων “bootstrap” του Jones [2006] βρίσκουν εφαρμογή στις μεθόδους ολοκλήρωσης 

MC. 

Στο πειραματικό μέρος, υπολογίζουμε σε αναλυτική μορφή το ολοκλήρωμα της υπερσφαίρας 

ξεκινώντας από την εξίσωση του κύκλου και συνεχίζοντας σε πολυδιάστατη υπερσφαίρα 

(𝑘 −διαστάσεις). Χρησιμοποιούμε τη μέθοδο MC ώστε να εκτιμήσουμε τον όγκο της 

υπερσφαίρας σε ένα πλήθος διαφορετικών διαστάσεων. Αξιολογούμε τη πυκνότητα 

πιθανότητας (πιθανότητα αποδοχής) των επαναλήψεων MC, το σχετικό σφάλμα της εκτίμησης 

του όγκου της υπερσφαίρας καθώς και τη ταχύτητα σύγκλισης ανάλογα τον αριθμό των 

επαναλήψεων και τον αριθμό των διαστάσεων. Αξιολογούμε τη μέθοδο ολοκλήρωσης MC και τη 

μέθοδο MCMC στην ακρίβεια εκτίμησης του όγκου της υπερσφαίρας. Στη μέθοδο MCMC, 

επιτυγχάνουμε την εκτίμηση του όγκου της υπερσφαίρας μέσω της εκτιμήτριας της μαρκοβιανής 

αλυσίδας (αναμενόμενη μέση τιμή της πυκνότητας πιθανότητας ), η οποία κινείται εσωτερικά 

της υπερσφαίρας πραγματοποιώντας δειγματοληψία από την ομοιόμορφη κατανονομή και στην 

ουσία με την αποδοχή ή την απόρριψη του κάθε βήματος της αλυσίδας (αλγόριθμος Metropolis 

– Hastings). Μετά την αξιολόγηση των δύο μεθόδων, προβλέπουμε τη βέλτιστη τιμή (ολικό 

ελάχιστο ή μέγιστο) της συνάρτησης θερμοκρασίας σε ένα πολυδιάστατο χώρο 

(πιθανοθεωρητική ερμηνεία) με τη μέθοδο προσομοιωμένης ανόπτησης (ΠΑ). 

 

 

k k
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4. Markov Chain Monte Carlo 

 

4.1 Ορισμός της μεθόδου Markov Chain Monte Carlo 

 

Η μαρκοβιανή αλυσίδα είναι μία ακολουθία τυχαίων μεταβλητών  ενός συνόλου 

, αν η δεσμευμένη κατανομή του  δοθέντων των  εξαρτάται μόνο από το 

Το σύνολο  στο οποίο η τυχαία μεταβλητή (τ.μ.)  έχει τις τιμές της, ονομάζεται χώρος 

καταστάσεων της μαρκοβιανής αλυσίδας. 

Η μαρκοβιανή αλυσίδα έχει στάσιμες πιθανότητες μετάβασης αν η δεσμευμένη κατανομή της 

τ.μ. δοθέντος της  δεν εξαρτάται από τον αριθμό των βημάτων  Αυτού του τύπου οι 

μαρκοβιανές μας ενδιαφέρουν στη μέθοδο MCMC, παρόλο ότι υπάρχουν και περιπτώσεις 

μαρκοβιανών όπου οι πιθανότητες μετάβασης δεν είναι στάσιμες.  

Η από κοινού κατανομή της μαρκοβιανής αλυσίδας προσδιορίζεται από: 

• Την αρχική κατανομή που ορίζεται από την κατανομή της 𝑋#. 

• Τη πιθανότητα μετάβασης, η οποία ορίζεται από τη δεσμευμένη κατανομή της  

δοθείσας της  (δεν εξαρτάται από το 𝑛 λόγω της υπόθεσης των στάσιμων 

πιθανοτήτων μετάβασης). 

• Η δεσμευμένη κατανομή ονομάζεται πυρήνας μετάβασης ή μαρκοβιανός πυρήνας 𝑃. 

Στις περισσότερες περιπτώσεις, ο χώρος καταστάσεων είναι πεπερασμένος ή μετρήσιμος. 

Δεδομένου ότι ο χώρος καταστάσεων είναι πεπερασμένος, και αποτελείται από η 

εκ των προτέρων κατανομή (αρχική κατανομή) μπορεί να συσχετιστεί με ένα διάνυσμα 

 που ορίζεται από τις πιθανότητες   και οι 

πιθανότητες μετάβασης συσχετίζονται με το πίνακα , ο οποίος έχει ως στοιχεία τα , που 

ορίζονται ως   και   

X1,X2 ,...,Xn

M Xn+1 X1,....,Xn Xn.

S Xi

Xn+1 nX .n

Xn+1

Xn

X1,...,Xn{ },

λ = λ1,....,λn Pr X1 = xi( )  = λ i , i = 1,...,n,

P ijp

( )1 | ,n j n i ijPr X x X x p+ = = = 1,..., ,i n= 1,..., .j n=
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Όταν ο χώρος καταστάσεων είναι απειροστικά μετρήσιμος, αντίστοιχα το διάνυσμα και ο 

πίνακας  είναι απειροστικά μετρήσιμοι. Όμως, οι περισσότερες μαρκοβιανές αλυσίδες δεν 

έχουν μετρήσιμο χώρο καταστάσεων και η αρχική κατανομή δε μπορεί να συσχετιστεί με ένα 

διάνυσμα ή η κατανομή των πιθανοτήτων μετάβασης με ένα πίνακα. Ορίζονται ταυτόχρονα ως 

μη δεσμευμένη κατανομή πιθανότητας και δεσμευμένη κατανομή πιθανότητας. 

Η διαδικασία MCMC ορίζεται από το , αν ολόκληρος ο χώρος καταστάσεων είναι πράγματι 

μια τυχαία γεννήτρια παραγωγής αριθμών (θεωρόντας ψευδο-τυχαιότητα) . Είναι σημαντικό το 

 να είναι ολόκληρος ο χώρος καταστάσεων της γεννήτριας αριθμών. Αλλιώς η παραγόμενη 

διαδικασία δεν είναι μαρκοβιανή. 

Συνεπώς, οι προσομοιώσεις θεωρούνται MCMC αν το πεδίο τιμών του  συνδέεται με το χώρο 

καταστάσεων της μαρκοβιανής αλυσίδας. Αυτό θα μπορούσε να σημαίνει ότι η μεθοδολογία 

MCMC είναι μια γενικευμένη μεθοδολογία προσομοίωσης. 

Μία ακολουθία τυχαίων μεταβλητών  ενός δοθέντος χώρου ονομάζεται στοχαστική 

διαδικασία (συμπεριλαμβανομένων των μαρκοβιανών αλυσίδων). Μία στοχαστική διαδικασία 

είναι στάσιμη αν η κατανομή των 

   

δεν εξαρτάται από το 𝑛 για κάθε θετικό ακέραιο  Επομένως, η μαρκοβιανή αλυσίδα είναι 

στάσιμη, αν και μόνο αν, η στοχαστική διαδικασία είναι στάσιμη. Επιπλέον, η δεσμευμένη 

κατανομή των  δεν εξαρτάται από το 𝑛. Συνεπώς, η μαρκοβιανή αλυσίδα είναι 

στάσιμη, αν και μόνο αν, η δεσμευμένη κατανομή της  δεν εξαρτάται από το 𝑛. 

Η αρχική κατανομή ονομάζεται στάσιμη ή αμετάβλητη ή ισορροπημένη, δοθείσας της κατανομής 

των πιθανοτήτων μετάβασης, αν η μαρκοβιανή αλυσίδα που ορίζεται από την αρχική κατανομή 

καθώς και τη κατανομή των πιθανοτήτων μετάβασης είναι στάσιμη. Πρέπει να τονίσουμε ότι η 

κατανομή των πιθανοτήτων μετάβασης διατηρεί την αρχική κατανομή πιθανότητας. 

Η στασιμότητα της κατανομής συνδέεται με σταθερές πιθανότητες μετάβασης αλλά όχι το 

αντίθετο. Αν θεωρήσουμε μια αρχική κατανομή συγκεντρωμένη σε ένα σημείο, η μαρκοβιανή 

αλυσίδα θεωρείται «στάσιμη» αν και μόνο αν τα πιθανά συμβάντα, επίσης, επικεντρώνονται σε 

ένα σημείο δηλ. αν και μόνο αν  και επομένως η αλυσίδα δε μετακινείται 

P

X

X

X

X1,X2 ,...

( )1,....,n n kX X+ +

k.

Xn+2 ,....,Xn+k( )
nX

1 2 ....,X X= =
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καθόλου ή μένει στο ίδιο αρχικό σημείο. Αντιθέτως, οποιαδήποτε πιθανότητα μετάβασης μπορεί 

να συσχετιστεί με οποιαδήποτε αρχική κατανομή που ικανοποιεί την παραπάνω ιδιότητα. Μία 

μαρκοβιανή αλυσίδα δεν είναι συνήθως στάσιμη παρόλο που οι πιθανότητες μετάβασεις είναι 

στάσιμες. 

Η «κατανομή ισορροπίας ή σταθερή κατανομή ή στάσιμη κατανομή» είναι ένα σημαντικό 

χαρακτηριστικό των πιθανοτήτων μετάβασης της μαρκοβιανής αλυσίδας. Θα δούμε παρακάτω 

ότι μέσω της μεθόδου MCMC αναπαράγονται δείγματα από την κατανομή ισορροπίας, 

ανεξαρτήτως εάν η αλυσίδα είναι στάσιμη ή όχι. Γενικά, δεν έχουν όλες οι μαρκοβιανές αλυσίδες 

κατανομή ισορροπίας σε αντίθεση με αυτές που χρησιμοποιούνται στις μεθόδους MCMC. Ο 

αλγόριθμος Metropolis–Hastings–Green (MHG)  παράγει πιθανότητες μετάβασης που 

συγκλίνουν στη κατανομή ισορροπίας. 

Ως επί το πλείστων, οι ρυθμίσεις MCMC ακολουθούν μία αυστηρή ιδιότητα ισορροπίας. 

Αδιαμφισβήτητα, μια στάσιμη κατανομή πιθανότητας υπάρχει από την αρχική κατασκευή της 

αλυσίδας. Επιπλέον, υπάρχει μία κατανομή πιθανότητας 𝑓 τέτοια ώστε, αν το   

υπάρχει,  τότε υπάρχει και το   

Επομένως, ο πυρήνας και η στάσιμη κατανομή ικανοποιούν την εξίσωση: 

 ∑ 𝐾(𝑥, 𝑦)𝑓(𝑥)$ = 𝑓(𝑦)  

Η ύπαρξη της στασιμότητας σχετίζεται με έναν αρχικό περιορισμό για το 	𝑃 που ονομάζεται «μη 

υποβιβασιμότητα» (“irreducibility”) στη θεωρία των μαρκοβιανών αλυσίδων, και στην ουσία 

είναι ότι ο πυρήνας 𝑃 της μαρκοβιανής αλυσίδας επιτρέπει την ελεύθερη εξερεύνηση του χώρου 

δηλ. επιτρέπει την ελεύθερη μετακίνηση σε όλο το χώρο των καταστάσεων. Ανεξαρτήτως της 

αρχικής κατάστασης της αλυσίδας  η ακολουθία D𝛸(&)F έχει θετική πιθανότητα να βρεθεί 

σε οποιαδήποτε περιοχή του χώρου καταστάσεων. 

Η στασιμότητα έχει σημαντικές επιπτώσεις στη συμπεριφορά της αλυσίδας	D𝛸(&)F, δηλαδή η 

πλειοψηφία των αλυσίδων που χρησιμοποιούνται στους αλγόριθμους MCMC είναι 

επαναληπτικές, και συγκεκριμένα, θα επιστρέψουν σε οποιαδήποτε τυχαίο σύνολο, μη 

τετριμμένο, αρκετές φορές (σχεδόν άπειρες).  

( )tX f!
( )1 .tX f+
!

( )4.1

( )0 ,X



27 

Στη περίπτωση των επαναληπτικών αλυσίδων, η κατανομή ισορροπίας είναι μια οριακή 

κατανομή, δηλαδή η οριακή κατανομή της 	𝛸(&) είναι 𝑓, σχεδόν για οποιαδήποτε αρχική τιμή της 

αλυσίδας . Αυτή η ιδιότητα ονομάζεται «Εργοδικότητα» και έχει σημαντικές επιπτώσεις στη 

διαδικασία προσομοίωσης, καθώς εάν ο πυρήνας 𝑃 δημιουργεί μία εργοδική μαρκοβιανή 

αλυσίδα με κατανομή ισορροπίας 𝑓, αν αναπαραχθεί μία αλυσίδα από τον πυρήνα 𝑃 θα 

δημιουργηθούν προσομοιώσεις από την ίδια κατανομή ισορροπίας 𝑓. Συγκεκριμένα, για την 

ολοκλήρωση των συναρτήσεων ℎ, ο τυπικός μέσος όρος είναι: 

 !
(
∑ ℎ(𝑋)) → 𝐸*[ℎ(𝑋)](
)+!   

που σημαίνει ότι το Εργοδικό Θεώρημα που είναι γενίκευση του ΝΜΑ για γνήσιες επαναληπτικές 

και μη υποβιβάσιμες αλυσίδες μπορεί να εφαρμοστεί στις μεθόδους MCMC.  

Στο ερευνητικό μέρος, θα ασχοληθούμε με αλγορίθμους συμπεριλαμβανομένου του Metropolis 

– Hastings ή του δειγματολήπτη Gibbs, όπου συνήθως συγκλίνουν. Κυριολεκτικά, το πρόβλημα 

με τους αλγόριθμους MCMC είναι ότι η υλοποίηση αυτών των ιδιοτήτων μπορεί να απαιτεί πολύ 

μεγάλο χρονικό διάστημα σύγκλισης (ντετερμινιστικός χρόνος), ή ακόμα χειρότερα, μπορεί να 

δίνει την εντύπωση της σύγκλισης στη κατανομή ισορροπίας ενώ λείπουν σημαντικά 

χαρακτηριστικά της κατανομής ισορροπίας 𝑓. 

Ωστόσο, υπάρχει μία περίπτωση όπου η σύγκλιση στην κατανομή ισορροπίας δεν υπάρχει, αυτό 

συμβαίνει όταν η εκ των υστέρων κατανομή δεν είναι η κατάλληλη [Robert, 2001] καθώς η 

αλυσίδα δεν είναι επαναληπτική. Συνήθως, χρησιμοποιούνται ακατάλληλες εκ των προτέρων 

κατανομές  σε περίπλοκα μοντέλα, και υπάρχει η πιθανότητα το γινόμενο της 

πιθανοφάνειας × την εκ των προτέρων κατανομή   να μη μπορεί να ολοκληρωθεί 

και αυτό το πρόβλημα δε μπορεί να αποκαλυφθεί λόγω της πολυπλοκότητας του μοντέλου. Στις 

προηγούμενες περιπτώσεις, οι μαρκοβιανές αλυσίδες μπορούν να προσομοιωθούν αλλά δε 

συγκλίνουν στη κατανομή ισορροπίας 𝑓. Σε πολλές περιπτώσεις, η μαρκοβιανή αλυσίδα θα 

αποκλίνει και αυτό είναι ένδειξη ότι υπάρχει πρόβλημα. Αντιθέτως, οι συγκεκριμένες 

μαρκοβιανές αλυσίδες δείχνουν ότι ικανοποιούν τις ιδιότητες στασιμότητας, με συνέπεια, να 

μην καταδεικνύουν ότι αποκλίνουν.  

 

( )0X

( )4.2

( )f x

( ) ( )( )l x f x´
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4.2 Η θεωρία του συνήθους Monte Carlo 

 

Σύνηθες Monte Carlo (Ordinary Monte Carlo ή OMC), γνωστό ως «ανεξάρτητο και ταυτοτικά 

κατανεμημένο (𝑖𝑖𝑑) Monte Carlo» ή «καλό, παλιομοδίτικο Monte Carlo» είναι η περίπτωση της 

μεθόδου MCMC όταν οι τ.μ. 𝛸!, 𝛸,, … είναι 𝑖𝑖𝑑 και η μαρκοβιανή αλυσίδα είναι στάσιμη και 

αντιστρέψιμη. 

Εάν ο στόχος μας είναι να υπολογίσουμε την αναμενόμενη μέση τιμή, 

                                                 𝜇 = 𝐸{𝑔(𝑋)} 

Όπου 𝑔 είναι η συνάρτηση με πραγματικές τιμές στο χώρο καταστάσεων της αλυσίδας, αλλά δε 

μπορεί να υπολογιστεί με αναλυτικές μεθόδους (λύση του ολοκληρώματος ή του αθροίσματος 

στο χαρτί, λύση της εξίσωσης μέσω ενός Η/Υ χρησιμοποιώντας άλγεβρα, ή χρησιμοποιώντας 

συγκεκριμένες αριθμητικές μεθόδους). Προσομοιώνουμε 𝛸!, 𝛸,, … 𝑖𝑖𝑑 τυχαίες μεταβλητές (τ.μ.) 

έχοντας την ίδια κατανομή με τη 𝑋. Ο ορισμός είναι: 

     𝜇̂O =
P
O
∑ 𝑔(𝑋Q)O
QRP 	, 

παρόμοια με την εξίσωση   

Ορίζουμε την κατανομή οπότε, οι τιμές της κατανομής 𝛶)  είναι 𝑖𝑖𝑑 με μέση τιμή 𝜇 

και διακύμανση ή διασπόρα  

    𝜎S = 𝑉𝑎𝑟(𝑔(𝑋))   

Όπου 𝜇̂" είναι ο δειγματικός μέσος της κατανομής των 𝛶), και μέσω του ΚΟΘ γνωρίζουμε ότι 

   𝜇̂O~𝑁 3𝜇, 𝜎
S
𝑛6 7 

Η διακύμανση μέσω του ΚΟΘ μπορεί να εκτιμηθεί από την εξίσωση: 

 𝜎O8
S =	 P

O
∑ (𝑔(𝑋Q) − 𝜇O8)SO
QRP 			  

( )4.3

( )3.2 .

( ) ,i iY g X=

( )4.4

( )4.5

( )4.6
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και στην ουσία είναι η εμπειρική διακύμανση της κατανομής των 𝛶), γνωρίζοντας ότι ο 

δειγματικός μέσος είναι συνάρτηση των  των τ.μ. 𝛸!, 𝛸,, … 

Η θεωρία του OMC βασίζεται σε θεμελιώδεις αρχές της Στατιστικής. Μπορεί να υπολογιστεί, για 

παράδειγμα, η έκφραση: 𝜇O8 ± 1.96 × T-U
√O

, η οποία είναι ένα ασυμπτωτικό διάστημα 

εμπιστοσύνης 95% για τη μέση τιμή  Επιπλέον, το OMC ικανοποιεί και άλλες θεμελιώδεις 

αρχές της Στατιστικής [Freedman et al., 2007] όπως ο νόμος της τετραγωνικής ρίζας 

(𝑠𝑞𝑢𝑎𝑟𝑒	𝑟𝑜𝑜𝑡	𝑙𝑎𝑤), δηλαδή η στατιστική ακρίβεια είναι αντιστρόφως ανάλογη της 

τετραγωνικής ρίζας του μεγέθους του δείγματος 𝑛. 

Επομένως, επηρεάζεται η ακρίβεια των μεθόδων MC (περιορισμένες δυνατότητες). Κάθε 

δεκαδική μείωση του σφάλματος εκτίμησης (δηλ. μείωση του σφάλματος της τάξης 0.1 ή 

δεκαπλάσια αύξηση της ακρίβειας) απαιτεί εκατονταπλάσια αύξηση του μεγέθους του 

δείγματος με βάση το προαναφερόμενο νόμο της τετραγωνικής ρίζας (𝑠𝑞𝑢𝑎𝑟𝑒	𝑟𝑜𝑜𝑡	𝑙𝑎𝑤). 

Μία σημαντική σημείωση είναι ότι η τυχαιότητα συνδέεται με τη τυχαιότητα της προσομοίωσης 

δειγμάτων μέσω του Η/Υ και δε σχετίζεται με τη τυχαιότητα που υπάρχει στα φαινόμενα που 

συμβαίνουν στο πραγματικό κόσμο.   

Χρησιμοποιούμε την εξίσωση  για την εκτίμηση της μέσης τιμής MC ή τον MC υπολογισμό 

της μέσης τιμής  αντί την εκτίμηση της αναμενόμενης μέσης τιμής  όπως χρησιμοποιούμε 

στη Στατιστική βιβλιογραφία. Αναφερόμαστε ως 𝑛 για το μέγεθος του δείγματος MC αντί για το 

«μέγεθος του δείγματος». 

Επιπλέον, χρησιμοποιούμε την έκφραση 𝜎"Z
√𝑛\  ως έκφραση για το τυπικό σφάλμα MC. Δε 

λαμβάνουμε υπόψιν το δειγματικό μέσο ως μία άγνωστη παράμετρο, παρόλο που δε γνωρίζουμε 

τη τιμή του. Όσον αφορά την εκτίμηση της μέσης τιμής, προσπαθούμε να υπολογίσουμε την 

αναμενόμενη μέση τιμή, γνωστή από τη θεμελιώδη Στατιστική, παρόλο που στη περίπτωση της 

μεθόδου MC είναι άγνωστη και δε γνωρίζουμε το τρόπο υπολογισμού της. Είναι σημαντικό να 

χρησιμοποιούμε την ορολογία MC όταν εφαρμόζουμε τις μεθόδους MC. 

Η θεωρία της μεθόδου MCMC είναι όμοια της θεωρίας του OMC. Η βασική διαφορά έγκειται στο 

γεγονός ότι η στοχαστική εξάρτηση της μαρκοβιανής αλυσίδας επηρεάζει το τυπικό σφάλμα. 

Αρχίζουμε με όμοια συνθήκη με αυτή του OMC με την έννοια ότι χρησιμοποιούμε τις συνθήκες 

( ) ( )1 2, ,....g X g X

.µ
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που συνδέονται με τη μέθοδο OMC για την εκτίμηση της μέσης τιμής. Θεωρούμε ότι τα 𝛸!, 𝛸,, … 

είναι στάσιμες μαρκοβιανές αλυσίδες με αρχική κατανομή όμοια της κατανομής 𝛸. Υποθέτουμε 

ότι το ΚΟΘ ισχύει για τη μαρκοβιανή αλυσίδα (εξίσωση 4.5), οπότε, η εκτίμηση για τη 

διακύμανση δίνεται από την εξίσωση: 

   

Η εξίσωση ισχύει μόνο στη περίπτωση των στάσιμων μαρκοβιανών αλυσίδων, καθώς η 

ασυμπτωτική διακύμανση, εξίσωση , είναι πιο περίπλοκη από την ιδιότητα 𝑖𝑖𝑑 των τυχαίων 

μεταβλητών (τ.μ.) και η εξίσωση  δε μπορεί να εκτιμηθεί από την εξίσωση . Οι μη-

στάσιμες μαρκοβιανές αλυσίδες είναι εκτός της έρευνάς μας. 

Μπορούμε να πούμε ότι δε χρησιμοποιούμε στάσιμες μαρκοβιανές αλυσίδες στη μέθοδο MCMC 

καθώς είναι αδύνατο να προσομοιώσουμε 𝑥)  με τέτοιο τρόπο ώστε να δημιουργήσουμε μία 

αναλλοίωτη κατανομή. Επομένως, θα μπορούσαμε να προσομοιώσουμε τις τ.μ. 𝛸!, 𝛸,, … με τον 

ίδιο τρόπο και θα κατασκευάζαμε μία μέθοδο OMC.  

Ωστόσο, χρησιμοποιούμε μία ιδιότητα που είναι πιο εύκολο να ικανοποιηθεί σε σχέση με το ΚΟΘ 

[Harris recurrence], και στην ουσία είναι ότι αν το ΚΟΘ ισχύει για μία αρχική κατανομή και τις 

πιθανότητες μετάβασης που συνδέονται με αυτήν την αρχική κατανομή, τότε ισχύει για όλες τις 

αρχικές κατανομές που συνδέονται με την ίδια πιθανότητα μετάβασης [Meyn and Tweedie, 

1993, Proposition 17.1.6]. Επομένως, η ασυμπτωτική διακύμανση είναι ίδια για όλες τις αρχικές 

κατανομές. Αντιθέτως, η θεωρητική ασυμπτωτική διασπορά, εξίσωση , περιέχει 

διακύμανση και συνδιακύμανση για στάσιμη μαρκοβιανή αλυσίδα. Παρέχει την ίδια 

ασυμπτωτική διακύμανση για μη-στάσιμες μαρκοβιανές αλυσίδες έχοντας την ίδια κατανομή 

πιθανοτήτων μετάβασης αλλά διαφορετικές αρχικές κατανομές. Στη πραγματικότητα, αυτό δεν 

είναι πρόβλημα καθώς ποτέ δεν υπολογίζουμε την εξίσωση  ακριβώς αλλά την εκτιμούμε 

μέσω των προσομοιώσεων. 
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Ο εκτιμητής MC δίνεται επίσης από την εξίσωση  σε περίπτωση που έχουμε να 

αντιμετωπίσουμε ένα πολυμεταβλητό πρόβλημα, διότι κάθε  είναι μια εξίσωση 

διανύσματος. Άρα, κάθε  είναι ένα διάνυσμα που μπορεί να εκτιμηθεί από την εξίσωση MC 

για την αναμενόμενη μέση τιμή . Μπορούμε να αλλάξουμε τον ορισμό του 𝜇 

και να ορίσουμε το 𝜇 ως ένα διάνυσμα με στοιχεία 𝜇)  και το  ένα διάνυσμα με στοιχεία 

𝑔.(𝑥). Επομένως, η αναμενόμενη μέση τιμής της πολυμεταβλητής μαρκοβιανής αλυσίδας 

δίνεται με βάση το ΚΟΘ από την εξίσωση: 

𝜇" ≈ 𝑁(𝜇,𝑁/!𝛴) 

όπου 

  𝛴 = 𝑣𝑎𝑟{𝑔(𝑋))} + 2∑ 𝑐𝑜𝑣0
1+! {𝑔(𝑋)), 𝑔(𝑋)21)} 

Η δεξιά-πλευρά των εξισώσεων  και  είναι ίδια αλλά υποδεικνύει διαφορετικά 

πράγματα; το 𝑣𝑎𝑟{𝑔(𝑋))} στην εξίσωση  και  υποδεικνύει το πίνακα με στοιχεία 

𝑐𝑜𝑣{𝑔.(𝑋)), 𝑔3(𝑋))} ενώ το 𝑐𝑜𝑣{𝑔(𝑋)), 𝑔(𝑋)21)} υποδεικνύει το πίνακα με στοιχεία 

𝑐𝑜𝑣{𝑔.(𝑋)), 𝑔3(𝑋)21)}. 

Όσον αφορά τις πολυμεταβλητές ιδιότητες του ΚΟΘ, είναι όμοιες του μονομεταβλητού ΚΟΘ. 

Χρησιμοποιώντας το θεώρημα Cramér–Wold, η πολυμεταβλητή σύγκλιση της κατανομής  

υπάρχει αν και μόνο αν υπάρχει η μονομεταβλητή σύγκλιση της κατανομής  για κάθε 

μη τυχαίο διάνυσμα 𝑡4. Επομένως, το πολυμεταβλητό ΚΟΘ ακολουθεί τις ιδιότητες του 

μονομεταβλητού ΚΟΘ. Παρόλα αυτά, είναι σημαντικό να είμαστε σε θέση να αναγνωρίσουμε 

την ύπαρξη του ΚΟΘ αλλά και να το εφαρμόσουμε όπου χρειάζεται. 

Υποθέτουμε ότι δε γνωρίζουμε ότι η εξίσωση της αναμενόμενης μέσης τιμής δίνεται από την 

εξίσωση:  όπου το  έχει αμετάβλητη κατανομή και η μέση τιμή είναι 𝜇. 

Ενδιαφερόμαστε για τη μαρκοβιανή αλυσίδα, η οποία προέρχεται από τη ταυτοτική συνάρτηση, 

και μπορούμε δυνητικά να προσδιορίσουμε την έκφραση της κλειστής μορφής για τη 

διακύμανση της μαρκοβιανής αλυσίδας μέσω του ΚΟΘ, όπου είναι ζωτικής σημασίας για το 

πρόβλημα εκτίμησης.  
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 Όταν δε γνωρίζουμε την ασυμπτωτική διακύμανση (4.7) η οποία δεν είναι γνωστή στις 

πραγματικές εφαρμογές, μπορεί να υποθέσουμε ότι χρειαζόμαστε ένα μεγάλου μεγέθους 

δείγματος MC χωρίς να γνωρίζουμε πόσο μεγάλο πρέπει να είναι. Μπορεί να αποδειχθεί ότι η 

μοναδική και αμετάβλητη κατανομή (συμπεριλαμβανομένων των μαρκοβιανών αλυσίδων) 

ικανοποεί το ΚΟΘ. Η διακύμανση μέσω του ΚΟΘ είναι: 

     

Εάν ενδιαφερόμαστε μόνο για τη συσχέτιση μεταξύ τυπικού σφάλματος και τυπικής απόκλισης 

𝑢 της αμετάβλητης κατανομής,  μπορούμε να καταλήξουμε στο ίδιο συμπέρασμα γιατί 

𝜎,

𝑢,
=
1 + 𝜌
1 − 𝜌

 

τείνει στο άπειρο καθώς 𝜌 → 1.  

 

4.3 Εκτίμηση διακύμανσης της μεθόδου MCMC  

 

Οι μέθοδοι MCMC που υπάρχουν για την εκτίμηση της διακύμανσης προέρχονται από τη 

βιβλιογραφία των χρονοσειρών και είναι εφαρμόσιμες σε μία ποικιλία στάσιμων στοχαστικών 

διαδικασιών, όχι μόνο στις μαρκοβιανές αλυσίδες. Θα εξετάσουμε παρακάτω κάποιες από 

αυτές. 
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4.3.1 Μη-επικαλυπτόμενες μέσες τιμές 

 

Όσον αφορά τον ορισμό της δεσμίδας (“batch”), είναι μία υπό-ακολουθία της μαρκοβιανής 

αλυσίδας  Ο αριθμός 𝑏 είναι το μήκος της δεσμίδας. Θεωρόντας ότι η μαρκοβιανή 

αλυσίδα είναι σταθερή, όλες οι δεσμίδες ίδιου μεγέθους έχουν την ίδια από κοινού κατανομή 

και το ΚΟΘ μπορεί να εφαρμοστεί σε κάθε δεσμίδα. Η μέση τιμή κάθε δεσμίδας δίνεται από την 

εξίωση: 

  

και είναι MC εκτίμηση της αναμενόμενης μέσης τιμής, με κατανομή 𝑁 k𝜇, 𝜎
,
𝑏l m δεδομένης της 

εξίσωσης (4.5). Μία δεσμίδα μήκους 𝑏 είναι όμοια ολόκληρου του δείγματος μεγέθους αλλά 

με 𝑏 < 𝑛. Επιπλέον, ο δειγματικός μέσος μιας δεσμίδας μήκους 𝑏 είναι όμοιος του δειγματικού 

μέσου ολόκληρου του δείγματος μεγέθους 𝑛,	με τη διαφορά ότι η ασυμπτωτική διασπορά 

ισούται με 𝜎
,
𝑏l  αντί για 𝜎

,
𝑛l . 

Αν το 𝑏 διαιρεί το 𝑛 σε ίσα μέρη, μπορούμε να «τεμαχίσουμε» την αλυσίδα σε 𝑚 μη-

επικαλυπτόμενα διαστήματα μήκους 𝑏. Η μέση τιμή αυτών των δεσμίδων είναι: 

   

Οπότε,  

   

Εκτιμάει το 𝜎
,
𝑏l . 

Ένα σημείο άξιο αναφοράς είναι ότι η στοχαστική διαδικασία  είναι παράγωγο της 

μαρκοβιανής αλυσίδας, όχι η αρχική μαρκοβιανή αλυσίδα. Αν ο χώρος καταστάσεων της αρχικής 

αλυσίδας 𝛸!, 𝛸,, … είναι 𝑆, τότε οι δεσμίδες  
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είναι μαρκοβιανές αλυσίδες με χώρο καταστάσεων  επειδή η δεσμευμένη κατανομή μίας 

δεσμίδας  εξαρατάται μόνο από τη τελευταία «κατάσταση» της αλυσίδας 

 όπου στη περίπτωση αυτή είναι η ακριβώς προηγούμενη δεσμίδα («κατάσταση»). Οι 

μέσες τιμές των δεσμίδων προέρχονται από τις επί μέρους μαρκοβιανές αλυσίδες των 

προαναφερόμενων δεσμίδων. 

 

4.3.2 Αρχικές Μέθοδοι Ακολουθίας 

 

Θα μπορούσαμε να δουλέψουμε απ’ ευθείας με την εκτίμηση της ασυμπτωτικής διασποράς. Η 

εξίσωση της ασυμπτωτικής διασποράς είναι: 

    

Μία λύση θα ήταν να εισάγουμε στην εξίσωση  τη συνάρτηση της αυτοσυνδιακύμανσης: 

    

Αλλά δεν είναι εφικτό επειδή η διακύμανση δε μειώνεται σε συνάρτηση της καθυστέρησης 

(“lag”) των τιμών της αλυσίδας, επομένως, καθώς το 𝑛 πάει στο άπειρο, θα δημιουργηθεί ένα 

σημαντικό μέγεθος θορύβου όπου «θολώνει» την εύρεση πεπερασμένης λύσης. Υπάρχουν 

λύσεις στη βιβλιογραφία των χρονοσειρών  [Geyer, 1992, Section 3.1]; παρόλα αυτά, οι 

αντιστρέψιμες μαρκοβιανές αλυσίδες επιτρέπουν πιο εύκολες μεθόδους. Ο ορισμός του: 

   

[Geyer, 1992, Θεώρημα 3.1] απέδειξε ότι η συνάρτηση 𝑘 → 𝛾5 είναι θετική, φθίνουσα, κυρτή και 

συνέστησε τρεις εκτιμητές για την ασυμπτωτική διακύμανση  Οι εκτιμητές ονομάζονται 

ως εξής: 
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1. Αρχική Θετική Ακολουθία 

2. Αρχική Μονοτονική Ακολουθία 

3. Αρχική Κυρτή Ακολουθία 

Κάθε εκτιμητής είναι μια κανονική υπερεκτίμηση της ασυμπτωτικής διακύμανσης (η πιθανότητα 

μιας λανθασμένης εκτίμησης τείνει στο μηδέν καθώς το μέγεθος του δείγματος MC τείνει στο 

άπειρο) κάτω από μη ομοιόμορφες ιδιότητες [Geyer, 1992, Θεώρημα 3.2]. Η αρχική μονοτονική  

ακολουθία είναι ένας καλός εκτιμητής, επειδή έχει τη μικρότερη ασυμπτωτική υπερεκτίμηση, 

αλλά είναι δύσκολο να υπολογιστεί. Θα εξετάσουμε μόνο τη τελευταία εκτιμήτρια. Ο τύπος της 

είναι ο εξής: 

 

όπου η εκτιμήτρια 𝛾1Z δίνεται από την εξίσωση της αυτοσυνδιακύμανσης και ισχύει για 

το μεγαλύτερο δείκτη 𝑚 για τον οποίο ισχύει ότι: 

     

Εν συνεχεία, ορίζεται η εκτιμήτρια να είναι μηδέν για δείκτη 𝑚+ 1 δηλ. 𝛤62! = 0s  και θεωρείται 

ότι το 𝑘 → 𝛾5 είναι το μεγαλύτερο ελάχιστο κυρτό σημείο στο εύρος  Τέλος, 

εκτιμάει την διακύμανση:  

 

 

 

4.4 Σύγκλιση MCMC  

 

Υπάρχει καλά εδραιωμένη βιβλιογραφία σχετικά με τη σύγκλιση των μαρκοβιανών αλυσίδων, 

παρόλο που σε πολλές εφαρμογές MCMC δεν μπορεί να εφαρμοστεί και συνεπώς, ο κάθε 

«χρήστης» να μπορεί να βγάλει χρήσιμα συμπεράσματα όσον αφορά τη σύγκλισή τους. Συνεπώς, 

η  MCMC σύγκλιση θεωρείται από πολλούς ως ένα μαύρο κουτί (black box). 
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• Η μαρκοβιανή αλυσίδα πρέπει να ικανοποιεί την ιδιότητα της αμετάβλητης κατανομής. 

• Δε γνωρίζουμε κάτι επιπλέον. Η μαρκοβιανή αλυσίδα είναι ένα μαύρο κουτί οπότε δε 

μπορεί να αποκαλυφθεί τι περιέχεται στο εσωτερικό του. Τρέχουμε την αλυσίδα, 

παράγεται ένα αποτέλεσμα. Επίσης, δε γνωρίζουμε οτιδήποτε αφορά τις πιθανότητες 

μετάβασης της μαρκοβιανής αλυσίδας. 

• Αποκτούμε πληροφόρηση για την αμετάβλητη κατανομή τρέχοντας τη μαρκοβιανή 

αλυσίδα. 

Όσον αφορά τη 2η σημείωση, δε γνωρίζουμε πολλά αναφορικά με την παραγόμενη μαρκοβιανή 

αλυσίδα, για χάριν του επιχειρήματος θα μπορούσαμε να πούμε ότι η αλυσίδα είναι ένας 

δειγματολήπτης Gibbs, αλλά παράλληλα δεν γνωρίζουμε αν η αλυσίδα συγκλίνει. Επιπλέον, 

μπορούμε να βρούμε περιπτώσεις στη MCMC βιβλιογραφία όπου μπορούν να επιλυθούν από 

το OMC ή να επιλυθούν αναλυτικά και για τα οποία υπάρχει διαθέσιμη πληροφορία σχετικά με 

την αμετάβλητη κατανομή. Η 3η σημείωση αναφέρεται σε περίπλοκες εφαρμογές. 

 

4.4.1 Ψευδό-σύγκλιση 

 

Η έρευνα έχει δείξει ότι μία μαρκοβιανή αλυσίδα μπορεί να μας δίνει την εντύπωση ότι συγκλίνει 

στην κατανομή ισορροπίας αλλά στην ουσία να μη συμβαίνει αυτό. Αυτό μπορεί να συμβεί όταν 

μέρη του χώρου καταστάσεων δε συνδέονται με τη μαρκοβιανή αλυσίδα δηλ. χρειάζεται να 

έχουμε πολλές επαναλήψεις για να μετακινηθεί η αλυσίδα από τη μία κατάσταση στην άλλη. 

Όταν ο χρόνος 𝑡 που απαιτείται για τη μετάβαση της αλυσίδας (από τη μία κατάσταση στην άλλη) 

είναι πολύ μεγαλύτερος από το μήκος 𝑏 της μαρκοβιανής αλυσίδας (𝑡 ≪ 𝑏, 𝑡 = 1,… , 𝑠, 𝑏 =

1,… , 𝑛), τότε η αλυσίδα φαίνεται να συγκλίνει. Η κατανομή πιθανότητας, επίσης, φαίνεται ότι 

συγκλίνει στην κατανομή ισορροπίας, αλλά στην ουσία είναι κατανεμημένη στα αρχικά σημεία 

της αλυσίδας. Αυτό το φαινόμενο ονομάζεται ψευδό-σύγκλιση. 

Όταν η κατανομή ισορροπίας είναι πολυτροπική (δηλ. υπάρχουν περισσότερες από μία 

επικρατούσες τιμές ή παραπάνω από ένα τοπικά μέγιστα στη κατανομή πιθανότητας), το 

φαινόμενο ονομάζεται «πολυτροπικότητα». Ωστόσο, με τη πολυτροπικότητα δεν επιτυγχάνεται 

ψευδό-σύγκλιση, όταν οι μέγιστες τιμές δεν είναι σημαντικές. Επιπλέον, η ψευδό-σύγκλιση δεν 

συμβαίνει μόνο όταν παρατηρείται το φαινόμενο της πολυτροπικότητας. Οι περισσότερες 
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περιπτώσεις ψευδό-σύγκλισης συμβαίνουν όταν ο χώρος της κατάστασης είναι διακριτός και οι 

«επικρατούσες τιμές» δεν είναι καλά καθορισμένες [Geyer and Thompson, 1995]. Εν γένει, 

προτιμάται ο όρος ψευδό – σύγκλιση. 

 

4.4.2 Μεγάλου μήκους διαστήματα έναντι μικρού μήκους διαστημάτων 

 

Στη περίπτωση του “black box” δεν έχουμε πρότερη γνώση σχετικά με το μήκος του διαστήματος 

𝑏 που απαιτείται για την επίτευξη της σύγκλισης αντί της ψευδό-σύγκλισης. Εάν αναπαράγουμε 

προσομοιώσεις από την αλυσίδα για αρκετά μεγάλο διάστημα, τότε το διάγραμμα 

αυτοσυνδιακύμανσης είναι ένας καλός δείκτης σχετικά με τη σύγκλισή της. Τρέχουμε την 

αλυσίδα για ένα μεγάλο μήκους διαστήματος 𝑏, περισσότερες από μία φορές, ώστε να 

επιτευχθεί η σύγκλιση των αυτοσυνδιακυμάνσεων κοντά στο μηδέν. Παρόλα αυτά, εάν η 

αλυσίδα δεν έχει φτάσει κοντά στη σύγκλιση, δεν παρέχει πληροφορίες σχετικά με το πόσο 

μεγάλο διάστημα χρειάζεται για να επιτύχουμε τη σύγκλιση. 

Λόγω αυτών των περιστάσεων, πολλοί θεώρησαν ότι η σύγκριση πολλαπλών «περιπάτων» 

ξεκινώντας την αλυσίδα σε διαφορετικά σημεία θα αντιμετώπιζε την ψευδό - σύγκλιση. 

Σύμφωνα με την ιδιότητα της πολλαπλής εκκίνησης, εάν οι διαδρομές συγκλίνουν στην ίδια 

κατανομή, τότε έχουμε πραγματική σύγκλιση. Αν και, αυτό θα μπορούσε να σημαίνει ότι έχουμε 

τουλάχιστον ένα σημείο εκκίνησης οπουδήποτε στον χώρο καταστάσεων στο οποίο ο 

δειγματολήπτης μπορεί να ψευδό-συγκλίνει. Εάν αυτό το σημείο δεν υπάρχει, τότε η ιδιότητα 

πολλαπλής εκκίνησης είναι ακόμα χειρότερη. Είναι παραπλανητική με την έννοια ότι μπορούμε 

να συμπεράνουμε ότι η αλυσίδα έχει συγκλίνει. 

Αντιθέτως, οι διαδρομές μικρού μήκους έχουν μειονεκτήματα. Μπορούν να μας εμποδίσουν να 

τρέξουμε την αλυσίδα για μεγάλου μήκους διάστημα ώστε να εντοπίσουμε τη ψευδό-σύγκλιση 

ή άλλα προβλήματα π.χ. σφάλματα στον κώδικα. Σε περίπλοκα προβλήματα, το MCMC φαίνεται 

ότι συγκλίνει έως ότου ανακαλύψουμε ένα νέο σημείο του χώρου καταστάσεων της αλυσίδας 

που αλλάζει τη κατανομή (μετά από μία διαδρομή μεγάλου μήκους της αλυσίδας). Ως 

αποτέλεσμα, είναι απαραίτητο να κάνουμε εκατοντάδες διαφορετικές διαδρομές (και 

διαφορετικού μήκους διαστημάτων, μικρών ή μεγάλων) για να αποφύγουμε παρόμοια 

φαινόμενα (περιττός χρόνος εκτελέσεων της αλυσίδας). 
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Μια λύση για ένα τέτοιο ζήτημα θα μπορούσε να είναι μία «ολονύχτια» διαδρομή της αλυσίδας. 

Σε πολλές MCMC εφαρμογές, που δεν είναι πολύ περίπλοκες, αυτό σημαίνει εκατομμύρια ή 

δισεκατομμύρια επαναλήψεις. Εάν δεν κάνουμε τόσο μεγάλες διαδρομές, δεν μας ενδιαφέρει 

πραγματικά το MCMC. Επίσης, μία καλή μέθοδος είναι να εκτελούμε το MCMC παράλληλα με 

την έρευνά μας.  

 

4.4.3 Burn – In     

 

Το «αρχικό-κάψιμο» (burn-in) είναι μία μέθοδος κατάργησης βημάτων στην αρχή της μεθόδου 

MCMC. Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι μπορούμε να τρέξουμε τη μαρκοβιανή 

αλυσίδα, οπουδήποτε, για παράδειγμα σε ένα οποιαδήποτε σημείο εκκίνησης και στη 

συνέχεια να τρέξουμε την αλυσίδα για 𝑏 − βήματα (περίοδος καψίματος) κατά την οποία 

αφαιρούμε τα δεδομένα από το τελικό αποτέλεσμα. Μετά την περίοδο «καψίματος», 

χρησιμοποιούμε κάθε βήμα στη διαδικασία MCMC. 

Το όνομα της μεθόδου burn-in προέρχεται από τη βιομηχανία ηλεκτρικών ειδών, επειδή πολλά 

ηλεκτρονικά είδη αποτυγχάνουν σε επίπεδο παραγωγής. Επομένως, στο εργοστάσιο 

ακολουθείται μια μέθοδος «καψίματος» με σκοπό την αφαίρεση των χειρότερων ειδών. 

Το burn-in των μαρκοβιανών αλυσίδων διαφέρει εννοιολογικά από το burn-in για τα ηλεκτρονικά 

είδη. Η αποτυχία της μαρκοβιανής αλυσίδας συνδέεται με τη μη-σύγκλιση ή τη ψευδό-σύγκλιση. 

Μπορούμε να αναγνωρίσουμε το πρώτο, τρέχοντας την αλυσίδα για μεγάλου μήκους διάστημα, 

αλλά είναι διαφορετικό από ένα ηλεκτρονικό είδος που είναι χαλασμένο. Συνεπώς, το burn-in 

δεν είναι ένας αξιόπιστος όρος για το MCMC, αλλά υπάρχει και κάτι παραπλανητικό. Η κύρια 

ιδέα είναι ότι η γραφική παράσταση του κινούμενου μέσου όρου (η μέση τιμή αλλάζει καθώς 

τρέχουμε την αλυσίδα) της πυκνότητας πιθανότητας της αλυσίδας στην αρχή θα απέχει πολύ 

από την κατανομή ισορροπίας. Επομένως, εάν αφαιρέσουμε κάποια αρχικά βήματα, μπορούμε 

να έχουμε μια ομαλή απεικόνιση του κινούμενου μέσου όρου. Αυτή η ιδιότητα μας οδηγεί στο 

συμπέρασμα ότι το burn-in θα πρέπει να συμπεριλαμβάνεται σε κάθε εκτέλεση του MCMC. 

Αντίθετα, όταν μία μαρκοβιανή αλυσίδα έχει ένα αρχικό σημείο 𝑥 κοντά στο κέντρο της 

,x
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κατανομής ισορροπίας το burn-in είναι περιττό. Θα εξετάσουμε το ζήτημα του κινούμενου μέσου 

όρου στο επόμενο σχήμα  

Γράφημα  4.4.1: Σύγκριση των κινούμενων μέσων όρων της ομοιόμορφης κατανομής που 

χρησιμοποιείται για το MCMC μοντέλο εκτίμησης του όγκου σφαίρας (παρουσιάζεται η 1 από τις 

3 διαστάσεις) 

 

Μπορούμε να παρατηρήσουμε ότι κατά την εκτέλεση του MCMC για 10,000 βήματα (μετά την 

αφαίρεση της περιόδου burn-in, 𝑛 = 5,000), το μοτίβο του κινούμενου μέσου όρου των 

προσομοιωμένων τιμών της ομοιόμορφης κατανομής είναι σχεδόν παρόμοιο με το μοτίβο του 

κινούμενου μέσου όρου των προσομοιωμένων τιμών της ομοιόμορφης κατανομής χωρίς τη 

περίοδο burn-in (1ο γράφημα στα αριστερά έναντι του 2ου γραφήματος στα δεξιά). Η μέση τιμή 

είναι κοντά στο πραγματικό μέσο της αλυσίδας που είναι μηδέν για 𝑙𝑜𝑔(𝑈𝑛𝑖𝑓𝑜𝑟𝑚) 

κατανεμημένες τιμές μεταξύ [0, 𝑒]. Για χάριν του επιχειρήματος, θα μπορούσαμε να πούμε ότι, 

όπως φαίνεται και στα παραπάνω γραφήματα, η μέθοδος burn-in δεν είναι σημαντική. Ωστόσο, 

σε άλλες περιπτώσεις MCMC, η μέθοδος burn-in μπορεί να βοηθήσει την αλυσίδα να συγκλίνει. 

( )4.4.1 .
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Το burn-in είναι καλή μέθοδος εύρεσης αρχικού σημείου. Υπάρχει μια πληθώρα μεθόδων εκτός 

του burn-in που υποδεικνύουν το σημείο εκκίνησης. Η έρευνα έχει δείξει ότι οποιοδήποτε 

σημείο εκκίνησης, το οποίο δεν έχουμε κατά νου, θεωρείται ως ένα καλό αρχικό σημείο. 

Στις περισσότερες περιπτώσεις, δεν έχουμε κάποια υποθετική ανάλυση που να δείχνει που 

βρίσκονται τα καλά σημεία εκκίνησης της μαρκοβιανής αλυσίδας (ή πόσα βήματα χρειάζονται 

με τη μέθοδο burn-in για να έχουμε ένα καλό σημείο εκκίνησης). Τα σημεία εκκίνησης βασίζονται 

στα αποτελέσματα των δοκιμαστικών διαδρομών, στα οποία η αλυσίδα φαίνεται να συγκλίνει. 

Οποιοδήποτε σημείο που είναι αντιπροσωπευτικό της κατανομής ισορροπίας, εκτελώντας αυτές 

τις δοκιμαστικές διαδρομές, μπορεί να θεωρηθεί ως ένα καλό σημείο εκκίνησης. 

Επομένως, μια καλή πρακτική είναι να ξεκινήσουμε την επόμενη διαδρομή της αλυσίδας από το 

σημείο που τελείωσε η τελευταία. Αυτός ο κανόνας συνιστάται για παραγωγή δειγμάτων από 

γεννήτρια τυχαίων αριθμών. Μια άλλη μέθοδος είναι να ξεκινήσουμε από την επικρατούσα τιμή 

της κατανομής ισορροπίας (πριν εκτελέσουμε MCMC) εάν βρίσκεται σε μια περιοχή υψηλής 

πιθανότητας. 

Το burn-in δεν είναι υποχρεωτικό στη διαδικασία MCMC και παράλληλα δεν είναι απαραίτητο 

να χρησιμοποιηθεί από έναν χρήστη. Συσχετίζεται με την ευρετική της πολλαπλής-εκκίνησης. 

Εάν χρησιμοποιήσουμε πολλαπλή-εκκίνηση, τότε πιθανώς ξεκινάμε την αλυσίδα σε 

διασκορπισμένα και, κατά συνέπεια, κακά σημεία εκκίνησης. Επομένως, όλες αυτές οι αρχικές 

δοκιμές πρέπει να αφαιρεθούν και μια τέτοια μέθοδος είναι στην ουσία μία μέθοδος burn-in. 

Επομένως, η χρήση της μεθόδου πολλαπλών εκκινήσεων μπορεί να οδηγήσει σε λανθασμένη 

εκτίμηση ως προς την αναγκαιότητα του burn-in. 

Ένας χρήστης θα μπορούσε να χρησιμοποιήσει το επιχείρημα της αμεροληψίας ως πλεονέκτημα 

της μεθόδου burn-in. Εάν έχουμε πρότερη γνώση σχετικά με τα αρχικά σημεία της κατανομής 

ισορροπίας, θα μπορούσαμε να τα χρησιμοποιήσουμε για να έχουμε μια στάσιμη αλυσίδα 

Markov και η εξίσωση της εκτιμήτριας MC  θα ήταν ένας αμερόληπτος εκτιμητής της 

αναμενόμενης μέσης τιμής ή γενικά της εκτιμώμενης τιμής. Το burn-in δεν προέρχεται από την 

κατανομή ισορροπίας, επομένως δεν οδηγεί σε αμεροληψία. Μπορεί να οδηγήσει σε μικρή 

προκατάληψη, αλλά υπάρχουν και άλλες μέθοδοι που το κάνουν. Επιπλέον, η μεροληψία είναι 

της τάξης του 𝑛 − 1, όπου 𝑛 είναι το μέγεθος δείγματος MC, ενώ το MCSE είναι της τάξης 𝑛/! ,7 , 

οπότε η μεροληψία είναι ασήμαντη σε επαρκώς μεγάλες διαδρομές. 

( )4.2
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Για αυτόν ακριβώς τον λόγο πρέπει να λαμβάνονται υπόψιν πολλοί παράγοντες κατά την 

εκτέλεση του MCMC. Υπάρχουν πολλές εναλλακτικές μέθοδοι στη βιβλιογραφία. Ένας χρήστης 

μπορεί να επιλέξει να τρέξει μία φορά τη μαρκοβιανή αλυσίδα. Αντίθετα, άλλοι μπορούν να 

επιλέξουν να τρέξουν μια μαρκοβιανή αλυσίδα πολλαπλές διαδρομές ξεκινώντας τη από 

διαφορετικά σημεία (μέθοδος πολλαπλών εκκινήσεων). Προέρχονται από καλά εδραιωμένα 

θεωρήματα, αλλά τα θεωρήματα δεν υποδεικνύουν πάντα τι μας ενδιαφέρει να μελετήσουμε 

σχετικά με την αλυσίδα. Όσον αφορά τα θεωρήματα, εάν η αλυσίδα συγκλίνει, πιθανότατα θα 

δείξουν ότι η αλυσίδα συγκλίνει, αλλά εάν δεν γνωρίζουμε ότι η αλυσίδα ψευδό-συγκλίνει, 

πιθανώς δεν θα μας δείξουν ότι η αλυσίδα δεν συγκλίνει. Τα θεωρήματα που θεωρούνται 

αξιόπιστα για τη διάγνωση της ψευδό-σύγκλισης μπορεί να έχουν αμφίβολες ιδιότητες, 

επομένως καθίστανται αναξιόπιστα. Για παράδειγμα, μια ιδιότητα που σχετίζεται με την μέθοδο 

της πολλαπλής εκκίνησης θα διαγνώσει με ακρίβεια την ψευδό-σύγκλιση, εάν υπάρχει ένα 

σημείο εκκίνησης σε κάθε περιοχή του χώρου καταστάσεων στον οποίο το δείγμα μπορεί να 

ψευδό-συγκλίνει, αλλά στην πράξη δεν υπάρχει τρόπος να διαχειριστούμε μία τέτοια 

κατάσταση. 

Μία αξιόπιστη μέθοδος είναι η τέλεια δειγματοληψία [Propp and Wilson, 1996; Kendall and 

Møller, 2000].  Είναι γνωστή ως μία μέθοδος μαρκοβιανής αλυσίδας υποβοηθούμενης με 𝑖𝑖𝑑 

δειγματοληψία αντί για μία μέθοδο MCMC. Ένα από τα πιο σημαντικά οφέλη της τέλειας 

δειγματοληψίας είναι ότι παράγει ένα δείγμα 𝑖𝑖𝑑 από την κατανομή ισορροπίας της 

μαρκοβιανής αλυσίδας. Η μέθοδος εγγυάται ότι θα έχουμε όλα τα τμήματα του χώρου 

καταστάσεων που έχουν υψηλή πιθανότητα εφόσον πάρουμε αρκετά μεγάλο δείγμα. Η τέλεια 

δειγματοληψία δεν είναι παράγωγο της μεθόδου δειγματοληψίας. Εφόσον χρησιμοποιείται 

σωστά και τρέξουμε την υποκείμενη αλυσίδα με τη μέθοδο MCMC, θα έχουμε ακριβή 

αποτελέσματα στον ίδιο υπολογιστικό χρόνο. Ωστόσο, η τέλεια δειγματοληψία είναι πιο χρήσιμη 

όταν δεν παράγει 𝑖𝑖𝑑 δείγμα μεγέθους 𝑛 στον ίδιο επιθυμητό χρόνο, διότι αυτό θα μπορούσε να 

σημαίνει ότι η μαρκοβιανή αλυσίδα που χρησιμοποιείται για τη μέθοδο δειγματοληψίας δεν 

είναι η κατάλληλη. 

 

Η τέλεια δειγματοληψία δεν μπορεί να χρησιμοποιηθεί ως λύση στο πρόβλημα του «μαύρου 

κουτιού» MCMC. Έχει αυστηρές προ απαιτούμενες υποθέσεις για την μαρκοβιανή αλυσίδα. Στο 

«μαύρο κουτί» δεν μπορεί να χρησιμοποιηθεί οποιαδήποτε ιδιότητα, διότι εάν δεν γνωρίζουμε 
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τίποτα για την αλυσίδα ή την κατανομή ισορροπίας της, τότε μπορεί να οδηγηθούμε σε λάθος 

συμπεράσματα, όπως για παράδειγμα, τη ψευδό-σύγκλιση. 

Η ουσία είναι ότι η μόνη μέθοδος που είναι ασφαλής για τη μέθοδο MCMC, είναι να έχουμε 

επαρκείς μακροχρόνιες διαδρομές ώστε να αποφευχθούν τα εσφαλμένα αποτελέσματα. 
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4.5 Metropolis – Hastings Theorem  

 

Θα δείξουμε ότι η μέθοδος Metropolis – Hastings μεταβάλλεται σε σχέση με τη κατανομή της 𝑓.  

Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι η πιθανότητα μετάβασης που σχετίζεται με την 

υποψήφια κατάσταση μεταβάλλεται σε σχέση με την κατανομή, η οποία δεν έχει 

κανονικοποιημένη πυκνότητα πιθανότητας 𝑓. 

Εάν 𝑋" είναι η τρέχουσα κατάσταση και η 𝑌" είναι η υποψήφια, έχουμε 𝛸"2! = 𝑌" όταν η 

υποψήφια κατάσταση γίνεται αποδεκτή και 𝛸" = 𝛸"2! διαφορετικά (δηλ. απορρίπτεται η 

υποψήφια κατάσταση), το οποίο είναι ακριβώς αυτό που έχουμε περιγράψει στο προηγούμενο 

κεφάλαιο. Προφανώς, η κατανομή της (𝑋", 𝑋"2!) είναι αντιστρέψιμη δεδομένης της απόρριψης. 

Επομένως, πρέπει να δείξουμε ότι τα (𝑋", 𝑌") είναι αντιστρέψιμα δεδομένης της αποδοχής, 

εννοώντας ότι: 

  

για κάθε συνάρτηση 𝑓, η οποία έχει πεπερασμένη αναμενόμενη μέση τιμή (δεδομένου ότι η 𝑋" 

έχει στάσιμη καγανομή). 

Δηλαδή, πρέπει να δείξουμε ότι μπορούμε να αντιστρέψουμε τα ορίσματα της 𝑓 

 ∬𝑓(𝑥, 𝑦)ℎ(𝑥)𝑎(𝑥, 𝑦) 𝑞(𝑥, 𝑦)𝑑𝑥𝑑𝑦  

(σε περίπτωση διακριτής κατάστασης τα ολοκληρώματα αντικαθίστανται από αθροίσματα), και 

κατά συνέπεια, εάν μπορούμε να ανταλλάξουμε το 𝑥 με το 𝑦 στην εξίσωση: 

   

οπότε, μπορούμε να τα ανταλλάξουμε και στην εξίσωση , γνωρίζοντας ότι το 𝑥 και το 𝑦 

είναι εικονικές μεταβλητές. Προφανώς, όταν το ζεύγος 𝑥 και 𝑦, είναι τέτοια ώστε το 

 και 𝑎(𝑥, 𝑦), συμβάλλουν στην ολοκλήρωση ή το άθροισμα (στη περίπτωση του 

διακριτού χώρου καταστάσεων) της εξίσωσης  και αυτό παράλληλα δείχνει ότι το 

( ) ( ){ } ( ) ( ){ } ,  ,     ,  ,  n n n n n n n nE f X Y a X Y E f Y X a X Y=

( )4.17

( )4.18 ( ) ( ) ( ), ,h x a x y q x y

( )4.17

( ) 0,h x !

( ), 0,q x y !

( )4.17
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και . Έτσι, μπορούμε να τις χρησιμοποιήσουμε, και σε αυτή τη 

περίπτωση έχουμε: 

 για κάθε 𝑥 και 𝑦. 

Υποθέτουμε ότι 𝑟(𝑥, 𝑦) ≤ 1, οπότε 𝑟(𝑥, 𝑦) = 𝑎(𝑥, 𝑦) και 𝑎(𝑦, 𝑥) = 1. 

Τότε, 

  

Αντίθετα, εάν υποθέσουμε ότι το 𝑟(𝑥, 𝑦) > 1, τότε 𝑎(𝑥, 𝑦) = 1 και 𝑎(𝑦, 𝑥) = 𝑟(𝑦, 𝑥). 

Άρα 

  

Σε κάθε περίπτωση, μπορούμε να ανταλλάξουμε τα 𝑥 και 𝑦 στην εξίσωση , οπότε έχουμε 

την απόδειξη. 

 

4.5.1 Η ενημέρωση του Metropolis (Metropolis update) 

 

Η ενημέρωση Metropolis είναι η ειδική περίπτωση όταν 𝑞(𝑥, 𝑦) = 𝑞(𝑦, 𝑥), για κάθε 𝑥 και 𝑦. 

Συνεπώς, η αναλογία Hastings γίνεται 

 𝑟(𝑥, 𝑦) = ℎ(𝑦) ⁄ ℎ(𝑥)	   

 

( ) 0,h y ! ( ), 0q y x !

( ) ( )
1,    ,
,  

r y x
r x y
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και είναι γνωστή ως η αναλογία Metropolis. Επομένως, ο υπολογισμός των Metropolis 

«ενημερώσεων» δεν είναι δαπανηρός από υπολογιστική σκοπιά. Διαφορετικά, δεν υπάρχουν 

οφέλη από τις «ενημερώσεις» Metropolis – Hastings. Για να το πετύχουμε σε μια μονής 

κατεύθυνσης διαδρομή, μπορούμε να προσομοιώσουμε υποψήφιες τιμές από την εξίσωση 

 όπου είναι στοχαστικά ανεξάρτητη και ομοιόμορφα κατανεμημένη γύρω από το 

μηδέν. Επομένως, η εξίσωση γίνεται , όπου 𝑓 η πυκνότητα πιθανότητας του 

𝑒. Κοινές προτάσεις αυτής της μορφής έχουν κανονική κατανομή πυκνότητα πιθανότητας του 𝑒, 

με αναμενόμενη μέση τιμή μηδέν ή ομοιόμορφη κατανομή του 𝑒 εντός μιας σφαίρας ή έναν 

υπερκύβο συγκεντρωμένο στο μηδέν. 

 

4.5.2 Η ενημέρωση Gibbs (Gibbs update) 

 

Όσον αφορά την «ενημέρωση» Gibbs, η υποψήφια κατάσταση προέρχεται από τη δεσμευμένη 

κατανομή της κατανομής ισορροπίας, με αποτέλεσμα, η προτεινόμενη κατάσταση να γίνεται 

πάντα αποδεκτή. 

Η απόδειξη αυτού του θεωρήματος δίνεται από την αντιστρεψιμότητα της «ενημέρωσης» για 

την επιθυμητή κατανομή ισορροπίας. Ας υποθέσουμε ότι η 𝑋" έχει τη κατανομή ισορροπίας και 

ότι η δεσμευμένη κατανομή του 𝑋"2! δεδομένης της 𝑓(𝑋") είναι παρόμοια της δεσμευμένης 

κατανομής του 𝑋" δεδομένης της 𝑓(𝑋"). Επομένως, το ζεύγος (𝑋", 𝑋"2!) είναι παρόμοια 

αντιστρέψιμο δεδομένης της 𝑓(𝑋"), οπότε μη-δεσμευμένα αντιστρέψιμο.  

Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι μια ενημέρωση Gibbs χρησιμοποιεί τη δεσμευμένη 

κατανομή μιας υποψήφιας κατάστασης λαμβάνοντας υπόψη τις υπόλοιπες καταστάσεις, και 

αυτή η περίπτωση περιγράφεται παραπάνω. Δεσμευμένες κατανομές παρόμοιες με τις 

προαναφερόμενες ονομάζονται πλήρεις δεσμευμένες κατανομές. Δεν υπάρχει συγκεκριμένος 

λόγος για τον οποίο προτιμώνται τέτοιες δεσμευμένες κατανομές. 

Ένα παράδειγμα είναι ότι υπάρχουν και άλλες παρόμοιες δεσμευμένες κατανομές στη 

βιβλιογραφία. Για παράδειγμα, εάν το 𝑓(𝑋") είναι 𝑋" εξαιρώντας διαφορετικά στοιχεία, αυτό 

ονομάζεται μπλοκ Gibbs. Επιπλέον, υπάρχει η επιλογή για γενικευμένο Gibbs. Ωστόσο, η 

γενικευμένη έννοια είναι ευρύτερη από την πραγματική. Μπορούμε να αλλάξουμε τη μεταβλητή  

,y x e= +

( ) ( ),q x y f y x= -
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έτσι ώστε η  να είναι μια ομάδα στοιχείων της νέας κατάστασης, και τότε, η γενικευμένη 

έννοια του Gibbs μεταμορφώνεται σε μπλοκ Gibbs. Επομένως, όλες αυτές οι «ενημερώσεις» 

έχουν το ίδιο επιχείρημα. 

Όσον αφορά τις ενημερώσεις Gibbs, χαρακτηρίζονται από μια περίεργη ιδιότητα, που είναι ότι 

το αποτέλεσμα πολλαπλών ενημερώσεων είναι παρόμοιο με το αποτέλεσμα μιας μεμονωμένης 

ενημέρωσης. Αυτό συμβαίνει επειδή η ενημέρωση δεν αλλάζει το  επομένως, το 

αποτέλεσμα πολλών επαναλήψεων της ίδιας ενημέρωσης Gibbs, έχει το ίδιο αποτέλεσμα με μια 

μεμονωμένη ενημέρωση. Οι ενημερώσεις Gibbs συνιστάται να συνδυάζονται με άλλες 

ενημερώσεις για να είναι χρήσιμες. 

 

4.5.3 Κατασκευάζοντας κώδικα MCMC  

 

Μπορούμε να ισχυριστούμε ότι ο σχεδιασμός αλγορίθμων MCMC είναι εύκολος. Πολλοί από 

αυτούς έχουν παρουσιαστεί στη βιβλιογραφία με διαφορετικά ονόματα. Είναι χρήσιμοι σε μια 

ποικιλία προβλημάτων και αποτελούν υπό-περιπτώσεις του αλγορίθμου Metropolis – Hastings – 

Green (MHG). 

Ένα κοινό σφάλμα του αλγορίθμου Metropolis-Hastings είναι ο ορισμός του χώρου καταστάσεων 

της αλυσίδας Markov. Το λάθος σχετίζεται με την ύπαρξη υποψήφιων καταστάσεων που 

εξαρτώνται από μεταβλητές που δεν αποτελούν μέρος του χώρου καταστάσεων και του 

υπολογισμού του λόγου Hastings, οπότε ο χώρος καταστάσεων θεωρείται διαφορετικός σε 

σχέση με το λόγο και αυτό είναι ένα τυπικό σφάλμα. 

Λίγες ώρες σκέψης στην υλοποίηση του αλγορίθμου MHG μπορεί να εξοικονομήσει σημαντικό 

χρόνο από την έρευνά μας. Εάν υπάρχει ανάγκη για την απόδειξη ενός θεωρήματος, πρέπει να 

δαπανήσουμε χρόνο για τη χρήση ενός επιχειρήματος. Ο αλγόριθμος MHG δεν είναι δύσκολο να 

οριστεί, αλλά επίσης δεν είναι πολύ διαισθητικός. Αυτό είναι πολύ σημαντικό. Δεν μπορούμε να 

εφαρμόσουμε έναν αλγόριθμο MCMC (υπολογιστικός κώδικας) όταν δεν γνωρίζουμε τι 

πραγματικά κάνει ο αλγόριθμος. Οι περισσότεροι λανθασμένοι αλγόριθμοι MCMC (λανθασμένες 

υλοποιήσεις του κώδικα με βάση τα θεωρήματα) προέρχονται από την ασάφεια. 

( )nf X

( ) ,nf X
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Πρέπει να αναφέρουμε ορισμένα σημαντικά χαρακτηριστικά του κώδικα MCMC. Η πρώτη 

ιδιότητα είναι η «επανεκκίνηση» της συνάρτησης που εκτελεί MCMC (ή το αντίστοιχο 

αντικείμενο σε γλώσσες προγραμματισμού παρόμοιες της R). Η συνάρτηση θα πρέπει να 

περιέχει τους «σπόρους» της γεννήτριας αριθμών και την τελική κατάσταση της μαρκοβιανής 

αλυσίδας, προκειμένου η επόμενη εκτέλεση να μπορεί να συνεχιστεί από το σημείο όπου 

σταμάτησε η προηγούμενη αλυσίδα. Ένας δειγματολήπτης που χρησιμοποιεί την ιδιότητα  της 

«επανεκκίνησης» δεν χρειάζεται να χρησιμοποιήσει τη περίοδο burn-in και εντοπίζεται εύκολα. 

Το δεύτερο χαρακτηριστικό είναι η ιδιότητα των μέσων τιμών της δεσμίδας που είναι το 

αποτέλεσμα μιας δειγματοληψίας υπό-ακολουθιών της αλυσίδας. Αυτή η ιδιότητα επιτρέπει 

πολύ μεγάλες διαδρομές χωρίς υπερβολικό αποτέλεσμα. Οι δεσμίδες μπορούν να 

χρησιμοποιηθούν για την εξαγωγή πολύτιμων πληροφοριών, ανεξάρτητα από το αν το μήκος 

διαστήματος της δεσμίδας είναι αρκετά μεγάλο για τη συνήθη μέθοδο των μέσων τιμών της 

δεσμίδας. 

Το τρίτο χαρακτηριστικό είναι η ιδιότητα των μέσων τιμών δεσμίδας μιας δειγματοληψίας υπό-

ακολουθιών για παράγωγα της μαρκοβιανής αλυσίδας. Αυτό μας επιτρέπει να εξάγουμε 

συμπεράσματα χωρίς να ξαναγράφουμε τον κώδικα. Ως αποτέλεσμα, οι στατιστικές γλώσσες 

προγραμματισμού, στις οποίες οι συναρτήσεις δεν είναι αντικείμενα πρώτης τάξης, δεν είναι 

κατάλληλες για την εφαρμογή της μεθόδου MCMC. 

 

4.5.4 Ιστορικά γεγονότα της μεθόδου MCMC 

 

Ο πρώτος αλγόριθμος MCMC εφαρμόστηκε στο Los Alamos το έτος 1952 υπό την επίβλεψη του 

Metropolis. Επισκέφθηκε το Los Alamos τον Απρίλιο του 1943 με έναν φυσικό. Τα άλλα μέλη της 

ομάδας, συμπεριλαμβανομένου του Edward Teller, πήγαν στο Los Alamos κατά τη διάρκεια 

αυτών των ετών. Το έτος 1942, ο φυσικός που ήταν παθιασμένος με την ιδέα κατασκευής της 

βόμβας υδρογόνου, κατάφερε να τη σχεδιάσει με τη βοήθεια της τεχνολογίας. Οι 

αναβαθμισμένοι υπολογιστές εισέρχονται στο παιχνίδι τη δεκαετία του 1950. 

Το επίκεντρο του Metropolis (όπως δημοσιεύθηκε τον Ιούνιο του 1953 στο Journal of Chemical 

Physics) είναι ο υπολογισμός των ολοκληρωμάτων της μορφής: 
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εις τη ~2𝑁, το 𝜃 υποδεικνύει ένα σύνολο σωματιδίων στο  και την ενέργεια  να ορίζεται 

ως  

 

όπου  είναι μια πιθανή συνάρτηση και  είναι η Ευκλείδεια απόσταση μεταξύ των 

σωματιδίων  και  στο 𝜃. Η κατανομή Boltzmann  παραμετροποιείται  από 

τη θερμοκρασία  (η σταθερά Boltzmann) από ένα παράγοντα κανονικοποίησης, 

  

που δεν είναι εύκολο να υπολογιστεί σε κλειστή μορφή, εκτός από τετριμμένες περιπτώσεις. 

Δεδομένου ότι το 𝜃 είναι ένα διάνυσμα διάστασης ~2𝑁, η αριθμητική ολοκλήρωση είναι 

δύσκολη. Αν λάβουμε υπόψη το πρόβλημα της μεγάλης διάστασης, ακόμη και οι τυποποιημένες 

τεχνικές του Monte Carlo δεν μπορούν να εκτιμήσουν το 𝐽, δεδομένου ότι το 

είναι πολύ μικρό για τις τυχαίες συνθέσεις του συστήματος σωματιδίων (ομοιόμορφα 

κατανεμημένο στο τετράγωνο 2𝑁). Εάν στόχος μας είναι να βελτιώσουμε την 

αποτελεσματικότητα της μεθόδου MC, ο Metropolis et al. (1953) προτείνει μια τυχαία μεταβολή 

των σωματιδίων. Δηλαδή, για κάθε σωματίδιο	𝑖  οι τιμές 

  και   

συνιστώνται, διότι είναι ομοιόμορφα κατανεμημένες στο . Η διαφορά ενέργειας (𝛥𝛦) 

μεταξύ της νέας κατάστασης και της προηγούμενης, γίνεται αποδεκτή με πιθανότητα 
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αλλιώς, η προηγούμενη κατάσταση επαναλαμβάνεται, που σημαίνει ότι ο μετρητής αυξάνει 

κατά μία μονάδα, ενώ υπολογίζεται ο μέσος όρος του  σε σχέση με τον αριθμό των 

βημάτων της τυχαίας διαδρομής (1 ≤ 𝑡 ≤ 𝑟). Σκεφτείτε ότι ο αλγόριθμος Metropolis et al. [1953] 

κινείται βήμα βήμα, σε αντίθεση με το δειγματολήπτη Gibbs όπου μετακινούνται όλα μαζί. 

Η έννοια του Metropolis et al. [1953] πρόκειται να επικυρώσει τον αλγόριθμο αρχικά με την 

διαπίστωση της μη «υποβιβασιμότητας». Αυτό ονομάζεται εργοδικότητα, και πρέπει να το 

αποδείξουμε, δηλαδή τη σύγκλιση της αλυσίδας στη κατανομή ισορροπίας. Η δεύτερη ιδιότητα 

αποκτάται με τη διακριτοποίηση του χώρου καταστάσεων: θεωρούμε ότι η υποψήφια κίνηση 

είναι αντιστρέψιμη και ότι το 	𝑒𝑥𝑝8/9 1(7 : είναι αμετάβλητο. Στη συνέχεια, το αποτέλεσμα 

γενικεύεται, εκτός της διακριτοποίησης. Ο αριθμός των επαναλήψεων που χρησιμοποιήθηκαν 

για τη δημοσίευση είναι: 16 βήματα κατά τη περίοδο burn-in και 48-64 επακόλουθες 

επαναλήψεις, δηλ. 4 - 5 ώρες λειτουργίας του υπολογιστή στο Los Alamos. 

Μια ενδιαφέρουσα τροποποίηση είναι ο αλγόριθμος προσομοιωμένης ανόπτησης Kirkpatrick et 

al. [1983], που συνδυάζει τη βελτιστοποίηση με την ανόπτηση (δηλ. τη ψύξη ενός μετάλλου). Η 

διακύμανση σχετίζεται με τη θερμοκρασία , στην εξίσωση  ο στόχος είναι να μειωθεί 

η θερμοκρασία σε μια διαδικασία ψύξης κατά την εκτέλεση του αλγορίθμου. Ο αλγόριθμος 

προσομοιωμένης ανόπτησης μπορεί να θεωρηθεί ότι θα φτάσει στην ολική ελάχιστη τιμή με 

πιθανότητα ένα, αλλά η ανάλυση είναι μια δύσκολη διαδικασία, διότι ενώ αλλάζει η 

θερμοκρασία  ο αλγόριθμος χάνει την ιδιότητα μιας χρονικά - ομογενούς αλυσίδας Markov. 

 

4.5.5 Hastings (1970) και οι βελτιώσεις στη θεωρία MCMC  

 

Ο αλγόριθμος Metropolis παρουσιάστηκε από τον Hastings [1970] και τον μαθητή του Peskun 

[1973, 1981], ως μια μέθοδος στατιστικής προσομοίωσης που θα μπορούσε να αντιμετωπίσει 

την «κατάρα» της διάστασης σε σύγκριση με τις κανονικές μεθόδους MC, Metropolis et al. 

[1953]. Αυτό προσεγγίζει την έρευνά μας στο πειραματικό μέρος. Ξεκινάμε από το πρόβλημα της 

διάστασης (συμπεριλαμβανομένων των υπολογισμών προσέγγισης των ολοκληρωμάτων σε 

κλειστή μορφή) και επεκτεινόμαστε στη μέθοδο βελτιστοποίησης (ολικό βέλτιστο) της 

προσομοιωμένης ανόπτησης. 
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Ο Hastings [1970] ορίζει τη μεθοδολογία για πεπερασμένες και αντιστρέψιμες μαρκοβιανές 

αλυσίδες, αντιμετωπίζει το πρόβλημα του συνεχή χώρου χρησιμοποιώντας μια αναλογία 

διακριτοποίησης. Η ολική πιθανότητα αποδοχής για τη μετάβαση της αλυσίδας από τη 

κατάσταση  στη κατάσταση  είναι: 

  

όπου  είναι μια θετική ποσότητα που εξασφαλίζει ότι το , και  είναι η 

πιθανότητα να βρίσκεται η αλυσίδα στη κατάσταση  και  η πιθανότητα μετάβασης στην 

υποψήφια κατάσταση . Η προαναφερθείσα γενικευμένη πιθανότητα περιλαμβάνει τις μορφές 

των Metropolis et al. [1953] και Barker [1965]. Ο Hastings αναφέρει, «Λίγα είναι γνωστά για τα 

σχετικά πλεονεκτήματα αυτών των δύο επιλογών αν και η μέθοδος του Metropolis μπορεί να 

είναι προτιμότερη». Συνιστά την αποφυγή «υψηλών ποσοστών απόρριψης ως ένδειξη κακής 

επιλογής. . . του μεταβατικού πίνακα», αλλά δεν αναφέρει την επίδραση των υψηλών ποσοστών 

απόρριψης που σχετίζεται με την αργή εξερεύνηση του χώρου καταστάσεων (παρουσιάζεται στο 

πειραματικό μέρος). Σε περίπτωση πολυμεταβλητής κατανομής, ο Hastings προτείνει μια 

διαδικασία δειγματοληψίας Gibbs, δηλ. την ενημέρωση της τιμής σε κάθε βήμα, και τη 

δημιουργία της πιθανότητας μετάβασης ικανοποιώντας τη κατανομή ισορροπίας. Για χάριν του 

επιχειρήματος, θα μπορούσαμε να πούμε ότι κάθε στοιχείο της αλυσίδας δεν επηρεάζει την 

αμετάβλητη πιθανότητα. Ο Hastings [1970] αναφέρεται στους Erhman et al. [1960] ως αρχική 

κατάσταση του δειγματολήπτη. Αυτό σχετίζεται με το δειγματολήπτη Metropolis-εντός του-

Gibbs. Η πρώτη έκδοση του δειγματολήπτη Gibbs έχει παραμεληθεί, παρόλο που η απόδειξη της 

σύγκλισης γενικεύεται. 

Ο Peskun [1973] συγκρίνει τις εξισώσεις του Metropolis και του Barker (πιθανότητες αποδοχής) 

και δείχνει ότι σε διακριτή μορφή η βέλτιστη επιλογή είναι ο αλγόριθμος Metropolis, επειδή η 

βέλτιστη τιμή σχετίζεται με τους όρους της ασυμπτωτικής διακύμανσης οποιουδήποτε 

εμπειρικού μέσου. Η απόδειξη προέρχεται από τους Kemeny και Snell [1960] σχετικά με την 

ασυμπτωτική διακύμανση. Ο Peskun αποδεικνύει ότι η ασυμπτωτική διακύμανση μπορεί να 

βελτιωθεί στην περίπτωση ενός δείγματος , εάν και μόνο εάν οι ιδιοτιμές του  είναι 

όλες αρνητικές, όταν ο  είναι ο πίνακας μετάβασης των  προσομοιώσεων και  ο πίνακας 
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μετάβασης που αντιστοιχεί στον αλγόριθμο Metropolis. Επίσης, δείχνει ότι το ίχνος του πίνακα 

 είναι πάντα θετικό που σημαίνει ότι η ομοιόμορφη βελτίωση είναι αδύνατη. 

Ένας αριθμός ερευνητών εξέλιξαν τη δειγματοληψίας Gibbs. Αναφέρουμε μερικούς από αυτούς 

χωρίς να αναφερθούμε σε λεπτομέρειες σχετικά με αυτήν την επέκταση του δειγματολήπτη. Οι 

Hammersley και Clifford [1970], δημιούργησαν την ανάκαμψη της από κοινού κατανομής από τις 

δεσμευμένες κατανομές, η οποία αργότερα ονομάζεται ως θεώρημα Hammersley – Clifford από 

τον Besag [1974, 1986]. Επιπλέον ερευνητές είναι οι: Geman και Geman [1984], Besag και Clifford 

[1989], Broniatowski et al. [1984], Qian και Titterington [1990], και Tanner and Wong [1987]. 

Μία από τις πιο σημαντικές δημοσιεύσεις στη θεωρία MCMC είναι η δημοσίευση Tierney [1994] 

τη δεκαετίας του 1990, στην οποία οι μαρκοβιανές αλυσίδες έχουν αναλυθεί και αναπτύξει τις 

ιδιότητές τους, συγκεκριμένα, τη σύγκλιση των εργοδικών μέσων καθώς και τη σύγκλιση των 

κεντρικών οριακών θεωρημάτων. Ο Chan και ο Geyer [1994] χαλάρωσαν μια ιδιότητα στο ΚΟΘ, 

και αυτό παίζει σημαντικό ρόλο στη σημερινή έρευνα. Μία άλλη σημαντική και καινοτόμα 

δημοσίευση είναι το έργο των Liu et al. [1994, 1995], ο οποίος ανέλυσε τη δομή της 

συνδιακύμανσης της δειγματοληψίας Gibbs και διαπίστωσε την εγκυρότητα της Rao-

Blackwellization στη δειγματοληψία Gibbs. Οι Gelfand και Smith [1990] είχαν χρησιμοποιήσει το 

Rao-Blackwellization, με τον περιορισμό ότι το αρχικό θεώρημα ήταν εφαρμόσιμο στη 

δειγματοληψία, το οποίο παράλληλα δεν ισχύει στο MCMC. Μία άλλη σημαντική δημοσίευση 

είναι η Rosenthal [1995], η οποία πέτυχε αποτελέσματα σε ακριβή ποσοστά σύγκλισης. 

Οι Mengersen και Tweedie [1996] εστίασαν στη μελέτη της σύγκλισης των αλγορίθμων MCMC  

στην κατανομή ισορροπίας (ταχύτητα σύγκλισης MCMC). Υπάρχει, επίσης, ένα σημαντικό έργο 

των Richard Tweedie, Gareth Roberts, Jeff Rosenthal και συν-συγγραφέων, δεν χρειάζεται να 

αναφερθεί εδώ, αν και η δημοσίευση των Roberts et al. [1997] πρέπει να αναφερθεί λόγω της 

στόχευσής τους σχετικά με το ποσοστό αποδοχής του αλγορίθμου τυχαίος περίπατος (“random 

walk”) Metropolis – Hastings. Οι Roberts και Rosenthal [1999] έθεσαν ένα ανώτατο όριο στον 

αριθμό των επαναλήψεων που απαιτούνται για την εκτίμηση του επιθυμητού αποτελέσματος 

έως 1% από τμήματα του δειγματολήπτη. 

Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι η εκτεταμένη χρήση της δειγματοληψίας Gibbs 

σχετίζεται με την ανάγκη εφαρμογής μοντέλων κάνοντας χρήση των δεσμευμένων κατανομών 

τους, χωρίς να αναφέρεται στις παραπάνω θετικές ιδιότητες. Δυστυχώς, είναι πιθανό να έχουμε 

P A-
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ένα καλά καθορισμένο σύνολο δεσμευμένων κατανομών που δεν σχετίζονται με οποιαδήποτε 

από κοινού κατανομή, οπότε, ο δειγματολήπτης Gibbs δεν συγκλίνει. Οι Hobert και Casella [1996] 

έθεσαν τις κατάλληλες προϋποθέσεις για ένα συγκλίνοντα δειγματολήπτη Gibbs (αλυσίδα) και 

ενημέρωσαν την κοινότητα για αυτό το πρόβλημα, το οποίο προκύπτει όταν χρησιμοποιούνται 

ακατάλληλες εκ των προτέρων κατανομές, αν και αυτό δεν είναι σπάνιο συμβάν. 

Με λίγα λόγια, η έρευνα εξελίσσεται μέχρι σήμερα. Οι Geyer και Thompson [1995] δείχνουν πώς 

να συνδέσουν τις αλυσίδες και για τις δύο περιπτώσεις («ζεστή» και «ψυχρή» εξερεύνηση), 

ακολουθούμενη από την έρευνα του «Neal's [1996] για τη διαδικασία ψύξης. Η Athreya [1996] 

επαλήθευσε περισσότερες προϋποθέσεις σύγκλισης. 

Οι Meng και van Dyk [1999], Liu και Wu [1999] εισήγαγαν τη θεωρία της επέκτασης των 

παραμέτρων στον αλγόριθμο που οδηγεί στην κατασκευή αλυσίδων με γρήγορη σύγκλιση, σε 

αντιστοιχία με την έρευνα του Hobert και Marchev [2008], οι οποίοι δημιούργησαν θεωρήματα 

για να δείξουν πώς η επέκταση παραμέτρων μπορεί να βελτιώσει την αρχική αλυσίδα. 

Η αλήθεια για την τεράστια επέκταση των μεθόδων MCMC ήταν το γεγονός ότι η χρήση 

υπολογιστών βοήθησε στη λύση ενός μεγάλου αριθμού πολύ δύσκολων προβλημάτων. Για 

παράδειγμα, υποθέστε αυτό το απλό μοντέλο τυχαίων εφέ από τους Gelfand and Smith [1990]. 

Παρατηρείστε ότι 

     

όπου 

  

 , ανεξάρτητα του 𝜃). 

Το δύσκολο μέρος για έναν ερευνητή είναι η εκτίμηση της διακύμανσης (προτιμάται η μέγιστη 

πιθανότητα) επειδή τα ολοκληρώματα ήταν δύσκολο να υπολογιστούν από την υπολογιστική 

σκοπιά. Από την άλλη πλευρά, με τη χρήση των κοινών πρότερων κατανομών στα   

είναι ασήμαντο να κάνουμε δειγματοληψία από τις δεσμευμένες  κατανομές, οπότε, η 

δειγματοληψία Gibbs είναι η λύση στο πρόβλημα. Επιπλέον, μπορούμε να αυξήσουμε τον 

αριθμό των στοιχείων της διακύμανσης και η λύση Gibbs μπορεί να εφαρμοστεί. 

( )4.22 ,ij i ijY q e= + 1,..., ,i k= 1,..., ,j l=

( )2,  i N qq µ s~

2(0 ),ij eNe s~

2 2, , ,q eµ s s



53 

Στις αρχές της δεκαετίας του 1990, οι ερευνητές ανακάλυψαν ότι οι αλγόριθμοι Gibbs ή 

Metropolis – Hastings θα μπορούσαν να λύσουν σχεδόν οποιοδήποτε εξεταζόμενο πρόβλημα και 

υπήρχε ένας σημαντικός αριθμός δημοσιεύσεων, όπου το MCMC εφαρμόζεται σε δύσκολα 

προβλήματα με καλά αποτελέσματα. Για παράδειγμα, οι ερευνητές συνειδητοποίησαν ότι η 

δειγματοληψία Gibbs ήταν ένας εύκολος τρόπος για να πάρουν εκτιμήσεις στα γραμμικά μικτά 

μοντέλα [Wang et al., 1993, 1994], όσο και στα γενικευμένα γραμμικά μικτά μοντέλα [Zeger and 

Karim, 1991]. Με βάση τον αλγόριθμο EM (“Expectation-Maximization”), υπάρχει η δυνατότητα 

ανάλυσης μοντέλων probit χρησιμοποιώντας μια προσέγγιση σε ένα γραμμικό μικτό μοντέλο 

[Albert and Chib, 1993] και σε μεικτά μοντέλα με δειγματοληψία Gibbs [Diebolt and Robert, 

1994]. Η κοινότητα άρχισε να εστιάζει στις λανθάνουσες μεταβλητές, επειδή θα μπορούσαν να 

χρησιμοποιηθούν για την εκτέλεση του δειγματολήπτη Gibbs σε οποιαδήποτε περίπτωση, όπως 

δημοσιεύτηκε στο Damien et al. [1999]. Ένα τέτοιο κύριο παράδειγμα είναι η τμηματική 

δειγματοληψία [Neal, 2003]. Μια λίστα ορισμένων άλλων εφαρμογών περιέχει την ανάλυση 

αλλαγής σημείων [Carlin et al., 1992; Stephens, 1994], γονιδιωματική [Churchill, 1995; Lawrence 

et al., 1993; Stephens and Smith, 1993], σύλληψη-ανάληψη [Dupuis, 1995; George and Robert, 

1992], επιλογή μεταβλητών σε μοντέλο παλινδρόμησης [George and McCulloch, 1993], 

στατιστική χώρου [Raftery and Banfield, 1991] και διαχρονικές μελέτες [Lange et al., 1992]. 

Μια ποικιλία εφαρμογών έχει βελτιωθεί μέσω εξελίξεων στην έρευνα, όπως η προσαρμοστική 

απόρριψη δειγματοληψίας των Gilks [1992], και Gilks et al. [1995], και οι προσομοιωμένες 

προσεγγίσεις της διαδικασίας ψύξης των Geyer και Thompson [1995] ή Neal [1996]. 

 

4.5.6 Κεντρικό Οριακό Θεώρημα (ΚΟΘ)  

 

Αν και το ΚΟΘ είναι σημαντικό στη θεωρία σύγκλισης MC, η χρήση του σε εφαρμογές MCMC 

καθυστέρησε, παρά την πρώιμη εισαγωγή του από τον Geyer [1992]. Γνωρίζουμε ότι το εργοδικό 

θεώρημα [Robert and Casella, 2004] δηλώνει ότι, εάν έχουμε μια μαρκοβιανή αλυσίδα με 

σταθερή κατανομή 𝜋 και  είναι μια συνάρτηση με πεπερασμένη διακύμανση, τότε 

lim
"→0

ℎ�" = ∫ℎ(𝜃)𝜋(𝜃)𝑑𝜃 = 𝐸<[ℎ(𝜃)],   

( )h ×
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σχεδόν παντού, όπου  Σχετικά με τον έλεγχο σύγκλισης του, 

  

υπάρχουν δύο προβλήματα. Πρώτον, η σύγκλιση στην κανονικότητα σχετίζεται με την απουσία 

ανεξαρτησίας. Μπορεί να ικανοποιείται το ΚΟΘ, χρησιμοποιώντας ένα αποτέλεσμα των Kipnis 

και Varadhan [1986], στο οποίο η αλυσίδα πρέπει να είναι αντιστρέψιμη, όπως στην περίπτωση 

των αλυσίδων Metropolis – Hastings, ή πρέπει να χρησιμοποιήσουμε μικτές συνθήκες 

[Billingsley, 1995], οι οποίες δεν επικυρώνονται εύκολα. Ωστόσο, οι Chan και Geyer [1994] 

χρησιμοποίησαν γεωμετρική εργοδικότητα προκειμένου να πληρούν τις προϋποθέσεις του ΚΟΘ 

για τις μαρκοβιανές αλυσίδες. Ωστόσο, η σύγκλιση είναι η μία πλευρά του προβλήματος. 

Μπορούμε να χρησιμοποιήσουμε την εξίσωση  εάν είμαστε σε θέση να εκτιμήσουμε τη 

διακύμανση, η οποία είναι η άλλη πλευρά του προβλήματος. Η εκτίμηση του τυπικού σφάλματος 

δεν είναι συνηθισμένη στην εξαρτημένη περίπτωση, οπότε, το ασφαλές μονοπάτι για να έχουμε 

σταθερές εκτιμήσεις διακύμανσης είναι μέσω της αναπαραγωγής και των μέσων δεσμίδας. 

Η θεωρία της αναπαραγωγής βασίζεται στη χρήση μιας διαχωρισμένης αλυσίδας [Athreya and 

Ney, 1978]. Επιτρέπει την επανεκκίνηση της αλυσίδας χωρίς να χαθεί η ιδιότητα της στάσιμης 

κατανομής. Χρησιμοποιώντας ανεξάρτητες διαδρομές, μπορούμε να υπολογίσουμε σταθερές 

εκτιμήσεις διακύμανσης και να ελέγξουμε τη σύγκλιση μέσω της εξίσωσης  Η αρχή για 

την εφαρμογή της μεθόδου αναπαραγωγής σε αλυσίδες MCMC εισήχθη από τους Mykland et al. 

[1995] και Robert [1995]. Έδειξαν πώς μπορούν να κατασκευαστούν οι αλυσίδες και να 

χρησιμοποιηθούν για τον υπολογισμό της διακύμανσης, ενώ χρησιμοποιούν αποτελεσματικούς 

αλγόριθμους MCMC [Gilks et al., 1998]. Οι Rosenthal [1995], Jones και Hobert [2001],  έδειξαν, 

επίσης, τη χρήση αναπαραγόμενων αλυσίδων. Οι πιο ενδιαφέρουσες εφαρμογές είναι στη 

δημοσίευση Hobert et al. [2002] και Jones et al. [2006] επειδή χρησιμοποιούνται σταθεροί 

εκτιμητές για τη διακύμανση  με σκοπό τον έλεγχο της σύγκλισης σε αλυσίδες που 

μπορεί να εφαρμοστεί το ΚΟΘ. Επιπλέον, ο Jones et al. [2006] υπολογίζει τους σταθερούς 

εκτιμητές μέσω σταθερών μέσων δεσμίδας. 
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4.6 Αλγόριθμος Metropolis – Hastings  

 

Ο θεμελιώδης κανόνας των μεθόδων MCMC ορίζεται εύκολα. Έχοντας την πυκνότητα 

πιθανότητας  δημιουργούμε ένα μαρκοβιανό πυρήνα 𝑃 με σταθερή κατανομή . Στη 

συνέχεια, δημιουργούμε μια αλυσίδα  παραγόμενη από το πυρήνα 𝑃 με ιδιότητα η 

επιθυμητή κατανομή του  να είναι η  και τα ολοκληρώματα να μπορούν να εκτιμηθούν 

με βάση το εργοδικό θεώρημα  Το δύσκολο μέρος είναι ότι ο πυρήνας σχετίζεται με μία 

πυκνότητα . Υπάρχουν μέθοδοι κατασκευής τέτοιων πυρήνων που είναι υποθετικά έγκυρες 

για οποιαδήποτε πυκνότητα  

Ο αλγόριθμος Metropolis-Hastings είναι ένας από αυτούς. Η πυκνότητας πιθανότητας 𝑓 

σχετίζεται με μια δεσμευμένη πυκνότητα πιθανότητας 𝑞(𝑦/𝑥) που γενικά είναι εύκολο να 

προσομοιωθεί. Επιπλέον, η 𝑞 μπορεί να είναι τυχαία με την έννοια ότι η αναλογία 

  πρέπει να είναι σταθερά ανεξάρτητη από το 𝑥 και ότι η  πρέπει να 

είναι σε θέση να εξερευνήσει ολόκληρο τον χώρο καταστάσεων της πυκνότητας πιθανότητας 𝑓. 

Αναφέρουμε τη σημαντικότητα του συγκεκριμένου χαρακτηριστικού του αλγόριθμου 

Metropolis-Hastings, για κάθε δεδομένο  μπορούμε να δημιουργήσουμε έναν πυρήνα 

Metropolis-Hastings με την 𝑓 να είναι η κατανομή ισορροπίας του. 

Μπορούμε να υποθέσουμε ότι η παραγόμενη στάσιμη κατανομή του δειγματολήπτη MCMC δεν 

έχει κανονικοποιημένη πυκνότητα πιθανότητας 𝑓. Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι 

η 𝑓 είναι μια θετική πυκνότητα πιθανότητας και παράλληλα είναι μια θετικών τιμών συνάρτηση 

που ολοκληρώνεται (για ένα συνεχή χώρο καταστάσεων) ή αθροίζεται (για ένα διακριτό χώρο) 

σε μια πεπερασμένη και μη μηδενική τιμή. Το Metropolis – Hastings ισούται με τα παρακάτω: 

• Όταν η τρέχουσα κατάσταση είναι  προτείνουμε μία υποψήφια κίνηση στη κατάσταση 

 έχοντας δεσμευμένη πυκνότητα πιθανότητας, η οποία δίνεται από το 𝑥 και ορίζεται 

ως 𝑞(∙∕ 𝑥). 

• Υπολογίζουμε την αναλογία Hastings    

• Αποδεχόμαστε την κίνηση  με πιθανότητα   

,f f

( )X t

( )X t f
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Είναι προφανές ότι μετά την κίνηση της αλυσίδας η «νέα» κατάσταση της αλυσίδας είναι η 𝑦 με 

πιθανότητα 𝛼(𝑥, 𝑦) και αντίστοιχα η 𝑥 με πιθανότητα 1 − 𝑎(𝑥, 𝑦). 

Το τελευταίο βήμα είναι γνωστό ως απόρριψη του Metropolis. Το όνομα το δανείζεται από την 

απόρριψη κατά τη διαδικασία δειγματοληψίας στο OMC, αλλά είναι διαφορετική επειδή στην 

απόρριψη κατά τη δειγματοληψία, η διαδικασία είναι επαναληπτική, έως ότου γίνει αποδεκτή η 

υποψήφια κατάσταση, επομένως παράγει πάντα μια νέα τιμή στο χώρο καταστάσεων της 

αλυσίδας. Αντίθετα, στο Metropolis – Hastings προτείνεται μία υποψήφια τιμή 𝑦, η οποία είναι 

η νέα κατάσταση με πιθανότητα 𝛼(𝑥, 𝑦), και αν η νέα υποψήφια κατάσταση απορριφθεί, η 

αλυσίδα παραμένει στην παλιά κατάσταση 𝑥. Οποιαδήποτε προσπάθεια χρήσης της απόρριψης 

του Metropolis όμοιας της απόρριψης του OMC, ακυρώνει την προϋπόθεση ότι η υποψήφια τιμή 

ακολουθεί την κατανομή με πυκνότητα πιθανότητας 𝑓. 

Η αναλογία Metropolis-Hastings (4.15), δεν καθορίζεται εάν 𝑓(𝑥) = 0, οπότε, πρέπει να έχουμε 

εκ των προτέρων ότι η αρχική κατάσταση έχει θετική πιθανότητα δηλ. 𝑓(𝑥) > 0. Είναι προφανές 

από την εξίσωση (4.15) ότι δεν αντιμετωπίζουμε κανένα πρόβλημα στη περίπτωση που	𝑓(𝑦) =

0. Συνεπώς, η πιθανότητα αποδοχής 𝑟(𝑥, 𝑦) = 0  και η υποψήφια τιμή 𝑦 γίνεται αποδεκτή με 

μηδενική πιθανότητα. Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι η προτεινόμενη τιμή του 

αλγόριθμου Metropolis – Hastings δεν επιτρέπει τη μετακίνηση σε μια νέα κατάσταση  με 

πιθανότητα 𝑓(𝑥) = 0. Πρέπει να αναφέρουμε ότι η υποψήφια κατάσταση 𝑦 πρέπει να έχει 

πιθανότητα 𝑞(𝑥, 𝑦) που ισούται με τη μονάδα, επειδή η πυκνότητα πιθανότητας 𝑞(𝑥,∙) είναι η 

δεσμευμένη πυκνότητα πιθανότητας του 𝑦 δεδομένου του 𝑥. Έτσι, εάν 𝑓(𝑥) > 0, ο 

παρονομαστής της αναλογίας είναι μη μηδενικός με πιθανότητα τη μονάδα, οπότε, είναι καλά 

καθορισμένη. Πρέπει να τονίσουμε ότι η προαναφερθείσα μηδενική υπόθεση για την υποψήφια 

τιμή απορρίπτεται, εάν 𝑓(𝑦) = 0 είτε 𝑞(𝑦, 𝑥) = 0, το οποίο σημαίνει ότι η τιμή της επιθυμητής 

κατανομής ισορροπίας είναι αδύνατη εάν το 𝑥 είναι μία ακατάλληλη υποψήφια κατάσταση, με 

βάση ότι το 𝑦 είναι η τρέχουσα κατάσταση δεδομένου του 𝑥. 

Πρέπει να αναφέρουμε ότι η υποψήφια κατάσταση 𝑦 δεν είναι αναγκαίο να είναι πιθανή τιμή 

της επιθυμητής κατανομής ισορροπίας. Ο λόγος Metropolis – Hastings απορρίπτει αυτόματα 

αντίστοιχες προτάσεις (δεν είναι τιμή από την κατανομή ισορροπίας). Μπορούμε μόνο να 

διασφαλίσουμε ότι η εφαρμογή της μη κανονικοποιημένης πυκνότητας πιθανότητας 𝑓 μπορεί 

να χρησιμοποιηθεί για οποιαδήποτε πιθανή τιμή (ως υποψήφια τιμή) και, συνεπώς, από το 

,x
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προηγούμενο επιχείρημα, η πιθανότητα είναι μηδενική δηλ.  𝑓(𝑦) = 0 όταν το  𝑦 δεν ανήκει στο 

χώρο καταστάσεων της αλυσίδας. 

Εάν η 𝑓(𝑥) είναι μια συνάρτηση χωρίς ορίσματα που παράγει τυχαίες τιμές από την ομοιόμορφη 

κατανομή και ο λόγος Metropolis-Hastings έχει υπολογιστεί και αντιστοιχιστεί σε μια μεταβλητή 

𝑣, τότε ο ακόλουθος υπολογιστικός ψευδοκώδικας αντιστοιχεί στο βήμα απόρριψης του 

Metropolis: 

  

Η μεταβλητή 𝑥, που είναι γνωστή ως κατάσταση της μαρκοβιανής αλυσίδας, γίνεται 𝑦 (δηλ. η 

υποψήφια), όταν μια τυχαία παραγόμενη τιμή από την ομοιόμορφη κατανομή είναι μικρότερη 

από την αναλογία Metropolis-Hastings, και παραμένει 𝑥 διαφορετικά. Ο υποκείμενος 

υπολογιστικός ψευδοκώδικας ισχύει για τον 𝑙𝑜𝑔 - μετασχηματισμό του λόγου Hastings 𝑙𝑜𝑔(𝑣) 

προκειμένου να αποφευχθεί η προγραμματιστική υπερχείλιση: 

  

Χρησιμοποιεί τον τελεστή || («ή» ως λογικός τελεστής) στη γλώσσα R. Το δεύτερο μέρος 

υπολογίζεται μόνο όταν το πρώτο μέρος της εντολής ισούται με FALSE. Επομένως, η υπερχείλιση 

δεν είναι δυνατή με τη 2η συνθήκη – exp(𝑙𝑜𝑔𝑣). 

 

4.6.1 Συμπέρασμα 

 

Ο αντίκτυπος της δειγματοληψίας Gibbs και του MCMC στη Μπεϋζιανή Στατιστική (Bayes) 

φαίνεται από τη σημαντική αλλαγή στην αντιμετώπιση των προβλημάτων. Μπορούμε να 

λύσουμε μια ποικιλία προβλημάτων. Η μέθοδος MCMC μετέτρεψε τις λύσεις «κλειστής μορφής» 

σε αλγόριθμους, ενίσχυσε τον αντίκτυπο σε πραγματικές εφαρμογές, βελτίωσε τους 

αριθμητικούς αλγόριθμους που χρησιμοποιούνται για στατιστικούς σκοπούς και άλλαξε τον 

κόσμο μας από την «πραγματικότητα» στη «προσομοίωση». 

Συνέβαλαν σημαντικά στην εξέλιξη του τομέα της Στατιστικής. Ο Ulam και ο von Neumann δεν 

μπορούσαν να φανταστούν τον όγκο των δεδομένων και τη δομή των μοντέλων, για παράδειγμα 

( ) { }) (   f v yf x x< =

( )( ){ })log 0 | lo| g(f x yf v exp v x>= < =
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στην οικονομία ή στη μετεωρολογία, όταν εισήγαγαν τη μέθοδο MC. Ο σκοπός της διατριβής 

είναι να εξετάσει τις μεθόδους προσομοίωσης, να δημιουργήσει αλγόριθμους για λύσεις 

κλειστής μορφής και να διερευνήσει τον προσομοιωμένο αλγόριθμο ανόπτησης. Ένα τελευταίο 

μέρος της διατριβής και κυρίως στο πειραματικό μέρος είναι να προσεγγίσει μια πραγματική 

εφαρμογή μέσω του αλγόριθμου της λογιστικής παλινδρόμησης αλλά και της στοχαστικά 

ενισχυμένης κλίσης. 
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5. Προσομοιωμένη Ανόπτηση (Simulated Annealing)  

 

Η προσομοιωμένη ανόπτηση είναι μια τοπική μετα-ευρετική αναζήτηση που εφαρμόζεται σε 

διακριτά και, σε μικρότερο βαθμό, σε συνεχή προβλήματα βελτιστοποίησης. Το βασικό 

χαρακτηριστικό της προσομοιωμένης ανόπτησης είναι ότι παρέχει έναν μηχανισμό για να 

ξεφύγει από τα τοπικά βέλτιστα επιτρέποντας κινήσεις αναρρίχησης σε διαφορετικές κορυφές 

(κινήσεις που επιδεινώνουν την τιμή της αντικειμενικής συνάρτησης) με απώτερο σκοπό να 

βρεθεί ένα ολικό βέλτιστο [Alexander G. Nikolaev και Sheldon H. Jacobson et al. 2010]. Αυτό το 

κεφάλαιο περιλαμβάνει μια ανασκόπηση της μεθόδου προσομοιωμένης ανόπτησης σε διακριτά, 

συνεχή και πολυ-αντικειμενικά προβλήματα βελτιστοποίησης. Εξετάζεται η σχέση 

προσομοίωσης ανόπτησης με άλλους αλγόριθμους τοπικής αναζήτησης. Επιπλέον, παρέχονται 

οδηγίες για την εφαρμογή προσομοιωμένης ανόπτησης (χρονοδιαγράμματα ψύξης, 

συναρτήσεις γειτονιάς και κατάλληλες εφαρμογές). 

 

5.1 Ιστορία 

  

Το όνομα της προσομοιωμένης ανόπτησης προέρχεται από τη διαδικασία φυσικής ανόπτησης 

στα στερεά, στην οποία θερμαίνεται ένα κρυσταλλικό στερεό και στη συνέχεια ψύχεται πολύ 

αργά έως ότου φτάσει στην πιο κανονική διαμόρφωση του κρυσταλλικού πλέγματος (η ελάχιστη 

ενεργειακή κατάσταση του δικτυωτού πλέγματος) χωρίς να έχει κρυσταλλικά ελαττώματα. Εάν 

η διαδικασία ψύξης είναι αρκετά αργή, η τελική διαμόρφωση είναι ένα στερεό με εξαιρετική 

δομική ακεραιότητα. Η προσομοιωμένη ανόπτηση δημιουργεί τη σύνδεση μεταξύ του φυσικού 

φαινομένου (θερμοδυναμική συμπεριφορά) και της αναζήτησης για ολικό βέλτιστο (ελάχιστο) 

σε ένα διακριτό πρόβλημα βελτιστοποίησης. Επιπλέον, παρέχει μια υπολογιστική μέθοδο 

(αλγόριθμος) για την επιτυχία μιας τέτοιας σύνδεσης. 

Σε κάθε βήμα ενός προσομοιωμένου αλγορίθμου ανόπτησης, συγκρίνονται οι τιμές δύο λύσεων 

(η τρέχουσα και η υποψήφια λύση) σε ένα διακριτό πρόβλημα βελτιστοποίησης. Οι υποψήφιες 

λύσεις που βελτιώνουν την ενέργεια (πρόβλημα ελαχιστοποίησης) γίνονται πάντα αποδεκτές, 

ενώ ένα σύνολο κατώτερων λύσεων (μη βελτιωτικές λύσεις) γίνονται επίσης αποδεκτές 
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προκειμένου ο αλγόριθμος να είναι σε θέση να ξεφύγει από τα τοπικά βέλτιστα, ενώ αναζητά 

ολικά βέλτιστα. Η πιθανότητα αποδοχής μη βελτιωτικών λύσεων εξαρτάται από μια παράμετρο 

θερμοκρασίας, η οποία συνήθως μειώνεται σε κάθε επανάληψη του αλγορίθμου. 

Το πλεονέκτημα του προσομοιωμένου αλγορίθμου ανόπτησης είναι ότι επιτρέπει κινήσεις που 

επιδεινώνουν την τιμή της αντικειμενικής συνάρτησης (κινήσεις αναρρίχησης) προκειμένου ο 

αλγόριθμος να είναι σε θέση να ξεφύγει από τα τοπικά βέλτιστα. Καθώς η παράμετρος της 

θερμοκρασίας μειώνεται στο μηδέν, εμφανίζονται αναρριχητικές κινήσεις με χαμηλότερη 

συχνότητα και η κατανομή λύσεων που σχετίζεται με την μαρκοβιανή αλυσίδα και μοντελοποιεί 

τη συμπεριφορά του αλγορίθμου, συγκλίνει στη στάσιμη κατανομή πιθανότητας που 

συγκεντρώνεται στο σύνολο των ολικά βέλτιστων λύσεων. Διαφορετικά, ο αλγόριθμος συγκλίνει 

σε ένα τοπικό βέλτιστο που δεν χρειάζεται να είναι ολικό βέλτιστο. 
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5.2 Ορολογία 

  

Πρέπει να ορίσουμε διάφορους όρους για να περιγράψουμε τα χαρακτηριστικά ενός 

προσομοιωμένου αλγορίθμου ανόπτησης για διακριτά προβλήματα βελτιστοποίησης. Ας 

ορίσουμε ως  το χώρο καταστάσεων (το σύνολο όλων των πιθανών καταστάσεων). Επιπλέον, 

ορίζουμε την  να είναι μια αντικειμενική συνάρτηση που ορίζεται στον χώρο 

καταστάσεων. Εστιάζουμε στην εύρεση ενός ολικού ελάχιστου 𝜔∗ (𝜔∗	𝜖		𝛺:	𝑓(𝜔∗) ≤

𝑓(𝜔), 𝛾𝜄𝛼	ό𝜆𝛼	𝜏𝛼	𝜔	𝜖	𝛺). Η αντικειμενική συνάρτηση πρέπει να διασφαλίσει ότι το 𝜔∗ υπάρχει. 

Ας ορίσουμε το 𝑁(𝜔) να είναι η συνάρτηση γειτονιάς για 𝜔	𝜖	𝛺. Ως αποτέλεσμα, τα 𝜔	𝜖	𝛺 είναι 

οι γειτονικές λύσεις 𝑁(𝜔), οι οποίες μπορούν να προσεγγιστούν σε οποιαδήποτε επανάληψη 

ενός αλγορίθμου τοπικής αναζήτησης. 

Η προσομοιωμένη ανόπτηση ξεκινά με μια αρχική λύση 𝜔	𝜖	𝛺. Στη συνέχεια παράγεται μια 

γειτονική λύση (υποψήφια λύση) είτε τυχαία είτε από έναν πρότερο κανόνα. Βασίζεται στο 

ποσοστό αποδοχής του λόγου Metropolis που περιγράφηκε στο προηγούμενο κεφάλαιο, το 

οποίο διαμορφώνει τον τρόπο με τον οποίο ένα σύστημα (θερμοδυναμικό στην περίπτωσή μας) 

κινείται από την τρέχουσα κατάσταση (λύση) 𝜔	𝜖	𝛺, σε μια υποψήφια λύση 𝜔4	𝜖	𝛮(𝜔), στην 

οποία η ενέργεια ελαχιστοποιείται. Η υποψήφια λύση 𝜔4, γίνεται αποδεκτή ανάλογα με την 

τρέχουσα λύση βάσει της πιθανότητας αποδοχής: 

 

𝑃{𝐴𝜋𝜊𝛿𝜊𝜒ή𝜍	𝜏𝜊𝜐	𝜔∗	𝜔𝜍	𝜀𝜋ό𝜇𝜀𝜈𝜂	𝜆ύ𝜎𝜂}

= ¡exp ¢
−(𝑓(𝜔4) − 𝑓(𝜔)	)

𝑡1l £ , 𝛼𝜈	𝑓(𝜔4) − 𝑓(𝜔) > 0
1, 𝛼𝜈	𝑓(𝜔4) − 𝑓(𝜔) ≤ 0

¤ 

Ορίζουμε ως 𝑡1 την παράμετρο θερμοκρασίας κατά την επανάληψη 𝑘, τέτοια ώστε 

 𝑡1 > 0 για κάθε 𝑘 και το  𝑙𝑖𝑚1→0𝑡1 = 0 

Η πιθανότητα αποδοχής είναι ο σημαντικός παράγοντας σε σχέση με τη διαδικασία αναζήτησης 

στη μέθοδο της προσομοιωμένη ανόπτησης. Εάν η θερμοκρασία μειώνεται με αργό ρυθμό, το 

W

:f W®Â

( )5.1

( )5.2



62 

σύστημα μπορεί να συγκλίνει στη κατανομή ισορροπίας (σταθερή κατάσταση) σε κάθε 

επανάληψη 𝑘. Ας ορίσουμε τα 𝑓(𝜔) και 𝑓(𝜔4) και ας συσχετίσουμε, αντίστοιχα, τις ενέργειες 

(τιμές της αντικειμενικής συνάρτησης) με τις λύσεις 𝜔	𝜖	𝛺 και 𝜔4	𝜖	𝛮(𝜔). Η προαναφερθείσα 

κατανομή ισορροπίας ακολουθεί την κατανομή Boltzmann, η οποία μπορεί να οριστεί ως η 

πιθανότητα του συστήματος να βρίσκεται στη κατάσταση 𝜔	𝜖	𝛺 με ενέργεια 𝑓(𝜔) σε 

θερμοκρασία  τέτοια ώστε: 

                𝑃{𝛵𝜊	𝜎ύ𝜎𝜏𝜂𝜇𝛼	𝜈𝛼	𝜀ί𝜈𝛼𝜄	𝜎𝜏𝜂	𝜅𝛼𝜏ά𝜎𝜏𝛼𝜎𝜂	𝜔	𝜎𝜏𝜂	𝜃𝜀𝜌𝜇𝜊𝜅𝜌𝛼𝜎ί𝛼	𝑇} =

!"#$%&(() *!+ ,

∑ !"#.%&((
")
*!+ /#"$%

	 

Εάν η πιθανότητα να υπάρχει υποψήφια λύση 𝜔4 από τη γειτονική λύση 𝜔	𝜖	𝛺 είναι 𝑔1(𝜔,𝜔4), 

όπου 

 ∑ 𝑔1(𝜔,𝜔4) = 1>!∈@(>) , για κάθε    

τότε o μη-αρνητικός, τετραγωνικός, στοχαστικός πίνακας μπορεί να οριστεί από τις ακόλουθες 

πιθανότητες μετάβασης 

 ,   

για όλες τις καταστάσεις 𝜔	𝜖	𝛺, όλες τις επαναλήψεις  και 𝛥>,>! = 𝑓(𝜔4) − 𝑓(𝜔). 

Αυτές οι πιθανότητες μετάβασης καθορίζουν μια ακολουθία καταστάσεων που προέρχονται από 

μια μη- ομογενή μαρκοβιανή αλυσίδα. 
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5.3 Αλγόριθμος Προσομοιωμένης Ανόπτησης (ΠΑ)  

 

Η μέθοδος προσομοίωσης ανόπτησης (ΠΑ) είναι η ακόλουθη: 

1. Ένα πεπερασμένο σύνολο 𝛺. 

2. Μια πραγματική συνάρτηση κόστους  𝐽 ορισμένη στο 𝛺. 

3. Για κάθε  το σύνολο  είναι το σύνολο των γειτόνων του 𝑖. 

4. Για κάθε 𝑖 , υπάρχει η συλλογή των θετικών παραμέτρων 𝑞)B,  τέτοια ώστε το 

  Θεωρείται ότι  εάν και μόνο αν  

5. Μια μη-αυξανόμενη συνάρτηση  η οποία ονομάζεται διαδικασία 

ψύξης. Εδώ, το 𝑁 είναι το σύνολο των θετικών ακεραίων, και  είναι η θερμοκρασία 

τη χρονική στιγμή 𝑡1. 

6. Μια αρχική κατάσταση 	𝜔	𝜖	𝛺. 

Λαμβάνοντας υπόψη τα βήματα της διαδικασίας, ο αλγόριθμος ΠΑ, αποτελείται από μία 

διακριτή, μη-ομογενή μαρκοβιανή αλυσίδα , του οποίου η εξέλιξη περιγράφεται παραπάνω. 

Ο αλγόριθμος παρουσιάζεται στον ακόλουθο ψευδοκώδικα. 

,iÎW ( )iW

( ) ,j iÎW

( ) Ω
1.ij

j i
q

Î

=å ( )j iÎW ( ).i jÎW
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Αυτή η διαδικασία προσομοιωμένης ανόπτησης έχει συνολικά 𝑀# +𝑀! +⋯+𝑀1 

επαναλήψεις, όπου το 𝑘 σχετίζεται με την τιμή 𝑡1 κατά την οποία πληρείται ένα κριτήριο 

διακοπής (για παράδειγμα, έχει ικανοποιηθεί ένας προκαθορισμένος συνολικός αριθμός 

επαναλήψεων ή έχει βρεθεί λύση βέβαιης ακεραιότητας). Επιπλέον, εάν 𝑀1 για όλα τα 𝑘, τότε η 

θερμοκρασία είναι διαφορετική σε κάθε επανάληψη. 

Ορίσαμε τον αλγόριθμο και τώρα αξιολογούμε την απόδοσή του. Τα κύρια ερωτήματα είναι: 

• Συγκλίνει το  στο βέλτιστο σύνολο 𝑆∗΄; 

• Πόσο γρήγορα συγκλίνει ο αλγόριθμος στη βέλτιστη λύση; 

Η πρώτη ερώτηση έχει απαντηθεί σε προηγούμενα κεφάλαια. Έχουμε λίγη πληροφόρηση για το 

δεύτερο. Θεωρούμε ότι για συγκεκριμένη θερμοκρασία 𝑇 η μαρκοβιανή αλυσίδα είναι μη 

υποβιβάσιμη και απεριοδική. Υποθέτουμε ότι ο αλγόριθμος ΠΑ συγκλίνει όταν 

 Σημειώστε ότι αυτή η σύγκλιση είναι πιθανότατα σχεδόν βέβαιη σύγκλιση. 

0
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Ένας σημαντικός όγκος δημοσιεύσεων ασχολήθηκε με την εύρεση των κατάλληλων συνθηκών 

σύγκλισης. 

[Hajek et. al. 1988] αναφέρει ότι: «Λέμε ότι η κατάσταση  επικοινωνεί με το  στο ύψος ℎ εάν 

υπάρχει μια διαδρομή στο χώρο 𝑆 (με κάθε στοιχείο της διαδρομής να είναι γειτονικό του 

προηγούμενου στοιχείου) που ξεκινάει στο 𝑖 και τελειώνει σε κάποιο στοιχείο του  τέτοιο 

ώστε η μεγαλύτερη τιμή του 𝐽 κατά μήκος της διαδρομής είναι  Ας ορίσουμε  το 𝑑∗ να 

είναι ο μικρότερος αριθμός τέτοιος ώστε κάθε 𝑖	𝜖	𝑆 επικοινωνεί με το  στο ύψος 𝑑∗. Στη 

συνέχεια ο αλγόριθμος ΠΑ συγκλίνει εάν και μόνο εάν το  και 

   

Οι πιο δημοφιλής διαδικασίες ψύξης έχουν τη μορφή: 

   

Όπου το 𝑑 είναι μια θετική σταθερά. Το θεώρημα του Hajek υποδηλώνει ότι ο αλγόριθμος ΠΑ 

συγκλίνει εάν και μόνο εάν 𝑑 ≥ 𝑑∗. H σταθερά 𝑑∗ είναι ένα μέτρο της δυσκολίας του  να 

ξεφύγει από ένα τοπικό ελάχιστο και να οδηγηθούμε από μια μη βέλτιστη κατάσταση στο  

Είναι φυσιολογικό ότι ενδιαφερόμαστε για προβλήματα όπου 𝑑∗ ≥ 0. Πράγματι, μερικά 

προβλήματα δεν έχουν βέλτιστο τοπικό ελάχιστο. Ο αλγόριθμος ΠΑ θα μπορούσε να έχει έναν 

άπειρο αριθμό βημάτων για να ξεφύγει από ένα τοπικό ελάχιστο, και κάθε επανάληψη είναι της 

τάξης exp k−𝑑
∗
𝑇(𝑡)l m. Η εξίσωση  διασφαλίζει ότι μπορούμε να ξεφύγουμε από 

οποιοδήποτε τοπικό ελάχιστο ακόμη και σε έναν άπειρο αριθμό βημάτων. Ο Hajek εκτιμάει τις 

στατιστικές μετρικές για αυτήν την απόδραση. 

Μας ενδιαφέρει να μελετήσουμε τη σύγκλιση του αλγορίθμου. Στις περιπτώσεις που 

εξετάζουμε, η διαδικασία ψύξης   μπορεί να προσεγγιστεί με: Ορίζουμε 𝑡! = 1 

και 𝑡C2! = 𝑡1 + exp(𝑘𝑑). Έπειτα, ορίζουμε το  𝑇D̈ = 1
𝑘l , για 𝑡1 ≤ 𝑡 ≤ 𝑡12!. Θεωρούμε το 𝑘DE να 

είναι το τμήμα  της σταθερής διαδικασίας 𝑇D̈. Πρέπει να εξετάσουμε την 
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αντιστρεψιμότητα της ομογενούς αλυσίδας  και πρόκειται να ερευνήσουμε πόσο 

γρήγορα συγκλίνει στη κατανομή ισορροπίας. 

Ενδιαφερόμαστε για τη σύγκλιση της αλυσίδας  Οι ιδιοτιμές του πίνακα πιθανοτήτων 

μετάβασης είναι πραγματικές. Ο χρόνος χαλάρωσης καθορίζεται από τη δεύτερη μεγαλύτερη 

ιδιοτιμή 𝜆,, για την οποία υπάρχουν καλές εκτιμήσεις, καθώς το [Chiang και Chow et. 

al. 1988; Holley και Stroock et. al. 1988; Ventcel et. al. 1972]. Συγκεκριμένα, εάν η συνάρτηση 

κόστους 𝐽 έχει ένα μοναδικό και στην ουσία ολικό ελάχιστο, ο χρόνος χαλάρωσης υπολογίζεται 

από το: exp(𝑘𝑑∗). Είναι ενδιαφέρον ότι η σταθερά 𝑑∗ είναι η ίδια με το θεώρημα του Hajek. 

Αυτό οδηγεί σε μια άλλη ερμηνεία της ιδιότητας σύγκλισης 𝑑 ≥ 𝑑∗ για τη διαδικασία ψύξης 

 Εάν 𝑑 < 𝑑∗, τότε σε κάθε θερμοκρασία 1 𝑘l , τρέχουμε το , για ένα αμελητέο 

κλάσμα του χρόνου χαλάρωσης, και αυτό δεν είναι αρκετό ώστε το 𝜋(𝑖; 𝑡) να παραμείνει κοντά 

στο 𝜋D(𝑖). Αντίθετα, εάν 𝑑 > 𝑑∗ τότε το διάστημα  αντιστοιχεί σε expª𝑘(𝑑∗ − 𝑑)« 

χρόνους χαλάρωσης και αυτό σημαίνει ότι το 𝜋(𝑖; 𝑡12!) πλησιάζει το 𝜋!
17
(𝑖) καθώς το  

Λαμβάνοντας υπόψη τα παραπάνω, μπορούμε να προσεγγίσουμε τη βέλτιστη λύση χωρίς να 

εκτιμήσουμε τις ιδιοτιμές αλλά λαμβάνοντας υπόψη σταθερές διαδικασίες ψύξης. Η κύρια ιδέα 

είναι ότι, σε χαμηλή θερμοκρασία, οι στατιστικές μετρικές μιας ομογενούς αλυσίδας μπορούν 

να εκτιμηθούν με ακρίβεια. 

Η σύγκλιση του ΠΑ διασφαλίζεται (όπως ορίζεται σε αυτό το κεφάλαιο), αλλά αυτό δεν σημαίνει 

ότι η ΠΑ είναι ένας χρήσιμος αλγόριθμος. Πρέπει να γνωρίζουμε την ταχύτητα σύγκλισης. 

Μπορεί να αποδειχθεί ότι για οποιαδήποτε διαδικασία ψύξης  και για όλα τα 

𝑡, 

   

Όπου 𝐴 και 𝑎 είναι θετικές σταθερές ανάλογα με τη συνάρτηση 𝐽 και τη δομή της γειτονιάς. Αν 

θέλουμε το  να είναι έξω από το  με πιθανότητα μικρότερη του ε, τότε, πρέπει να πάρουμε 
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Από τη πρακτική πλευρά, πρέπει να παρακολουθούμε την κατάσταση του 𝑖 και το συσχετισμένο 

κόστος της  κατά την εκτέλεση του αλγορίθμου. Εάν οι αλγόριθμοι εκτελούνται για αρκετά 

βήματα 𝑡, ενδιαφερόμαστε για την τιμή του . Ενδιαφερόμαστε για την 

πιθανότητα να μην επισκεφθεί καμία κατάσταση του 𝑆∗ στον αριθμό βημάτων 𝑛. Δεδομένης της 

διαδικασίας ψύξης  με 𝑑 > 𝑑∗, και με πιθανότητα 𝐴 𝑡∗Fl 	, για θετικές σταθερές 

𝐴 και 𝑎, πλησιάζει το μηδέν όταν  Αντιθέτως, εάν η θερμοκρασία είναι σταθερή για 

οποιαδήποτε θετική τιμή, η πιθανότητα να μην επισκεφθεί ο αλγόριθμος καμία κατάσταση στον 

ίδιο αριθμό βημάτων δίνεται από 𝐵𝑒/D
∗
G7 , για θετικές σταθερές 𝛣 και 𝑏. Ως αποτέλεσμα, για 

μεγάλο αριθμό βημάτων, ο τυχαίος περίπατος θα μπορούσε να έχει καλύτερα αποτελέσματα 

από τον αλγόριθμο ΠΑ. Το βασικό σημείο είναι οι μεγάλες σταθερές που περιλαμβάνονται στην 

παραπάνω ανάλυση. Για χάριν του επιχειρήματος, θα μπορούσαμε να πούμε ότι η ανάλυση δεν 

μπορεί να εγγυηθεί ότι η ΠΑ είναι προτιμότερη από την εξαντλητική αναζήτηση. Περισσότερες 

λεπτομέρειες σχετικά με τη σύγκλιση της ΠΑ βρίσκονται στο επόμενο κεφάλαιο . 

Παρά τη θεωρητική έλλειψη αιτιολόγησης της ταχύτητας σύγκλισης της ΠΑ, οι ερευνητές έχουν 

χρησιμοποιήσει τη ΠΑ για διάφορα προβλήματα τις τελευταίες δεκαετίες. Για παράδειγμα, η ΠΑ 

χρησιμοποιείται ευρέως στην επεξεργασία εικόνας (δηλαδή αναγνώριση εικόνας με 

επαναλαμβανόμενα νευρωνικά δίκτυα). Ο [Johnson et. al. 1990, 1991, 1992] μελετά την απόδοση 

της ΠΑ σε τέσσερα προβλήματα βελτιστοποίησης: το πρόβλημα του ταξιδιού ενός πωλητή (TSP), 

το πρόβλημα διαμέρισης γραφημάτων (GPP), το πρόβλημα χρωματισμού γραφημάτων (GCP) και 

το πρόβλημα διαμέρισης αριθμών (NPP). Ο Johnson εφαρμόζει ΠΑ σε αυτά τα δύσκολα 

προβλήματα χρησιμοποιώντας μία διαδικασία ψύξης, στην οποία η θερμοκρασία μειώνεται 

γεωμετρικά, δηλαδή,  Σε γενικές γραμμές, η απόδοση της ΠΑ ήταν ανάμεικτη, 

σε ορισμένα προβλήματα ξεπέρασε τις πιο γνωστές ευρετικές μεθόδους, και σε άλλες 

περιπτώσεις, οι εξειδικευμένες ευρετικές μέθοδοι απόδωσαν καλύτερα. Δεν εξετάζουμε αυτά τα 

προβλήματα στην παρούσα διατριβή. 

Ωστόσο, στο πειραματικό μέρος, εφαρμόζουμε το πρόβλημα TSP στο λογισμικό R 

χρησιμοποιώντας την ευρετική μέθοδο σε σύγκριση με τον αλγόριθμο ΠΑ. 

( )J i

( ) .P x t S* *é ùÏë û

( ) ,log( )
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.t®¥

( )5.5
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5.4 Διακριτά και Συνεχή Προβλήματα 

 

Η πλειονότητα των εφαρμογών στη προσομοιωμένη ανόπτηση (ΠΑ) βασίζεται σε διακριτά 

προβλήματα βελτιστοποίησης. Αντίθετα, η ΠΑ χρησιμοποιείται και για συνεχή προβλήματα. 

Υπάρχει ενδιαφέρον για τη χρήση της ΠΑ σε χώρους υψηλής διάστασης με ποικιλία τοπικών και 

ολικών ελάχιστων (λόγω της μη γραμμικότητας των αντικειμενικών συναρτήσεων). Ο Fabian 

[1997] ενδιαφέρεται για την απόδοση των μεθόδων ΠΑ (εύρεση ολικού ελάχιστου δεδομένης 

της αντικειμενικής συνάρτησης), Bohachevsky et al. [1986] εισάγει μια γενικευμένη μορφή 

αλγορίθμου ΠΑ για τη βελτιστοποίηση της συνάρτησης και ο Locatelli [2001] υποδεικνύει τη 

σύγκλιση του αλγορίθμου. Η βελτιστοποίηση των συνεχών συναρτήσεων περιλαμβάνει τη 

καθολική αναζήτηση του χώρου που σχετίζεται με μια υποψήφια λύση (τυχαία επιλογή μιας 

κατεύθυνσης από την τρέχουσα λύση) και ένα βήμα προς την υποψήφια λύση (προς την ίδια 

κατεύθυνση) και την αξιολόγηση της αντικειμενικής συνάρτησης στην υποψήφια τοποθεσία. Εάν 

η τιμή της αντικειμενικής συνάρτησης στην υποψήφια κατάσταση βελτιωθεί σε σύγκριση με την 

τιμή της συνάρτησης στην τρέχουσα κατάσταση, τότε η υποψήφια λύση γίνεται η τρέχουσα. Η 

αναζήτηση ενός ολικού ελάχιστου με τη μετάβαση από ένα τοπικό ελάχιστο στο άλλο συνεχίζεται 

έως ότου βρεθεί το ολικό ελάχιστο ή πληρούνται συγκεκριμένα κριτήρια διακοπής (για 

παράδειγμα, ο αριθμός επαναλήψεων). Ο Belisle [1992] εισάγει έναν συγκεκριμένο αλγόριθμο 

ΠΑ για την ολική βελτιστοποίηση χρησιμοποιώντας μία ευρετική διαδικασία ψύξης. Αυτός ο 

αλγόριθμος είναι εύκολος, από την υπολογιστική σκοπιά, και διαφοροποιείται από τις 

υπάρχουσες μεθόδους. 

Οι Fleischer και Jacobson [1996] προτείνουν κυβερνητική βελτιστοποίηση χρησιμοποιώντας ΠΑ, 

προκειμένου να αυξηθεί η ταχύτητα σύγκλισης στα ολικά βέλτιστα (παράλληλη μέθοδος 

επεξεργασίας). Ο Fleischer [1999] προχωρά ένα περαιτέρω βήμα στο συνεχή χώρο και εφαρμόζει 

πιθανοθεωρητικές μεθόδους στη δημιουργία υποψήφιων λύσεων. Ο Locatelli [1996] καταργεί 

τον περιορισμό ότι η επόμενη υποψήφια λύση (κατάσταση) πρέπει να γεννηθεί από μια 

κατανομή πιθανότητας υποστηρίζοντας ότι χρειάζεται απλά να είναι ένα πλήρως εφικτό σύνολο. 

Αρκετές βελτιώσεις έχουν εφαρμοστεί στον αλγόριθμο ΠΑ. Οι Kiatsupaibul και Smith [2000] 

κατασκευάζουν τον αλγόριθμο ΠΑ χρησιμοποιώντας έναν αλγόριθμο δειγματοληψίας της 

μαρκοβιανής αλυσίδας προκειμένου να δημιουργήσουν ομοιόμορφα κατανεμημένες τιμές σε 
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μια τυχαία οριοθετημένη περιοχή ενός πλέγματος υψηλής διάστασης. Παρουσιάζουν ότι ο 

αλγόριθμος συγκλίνει σε ολικό βέλτιστο. Ο Romeijn [1999] μελετά έναν αλγόριθμο ΠΑ που 

χρησιμοποιεί μια αντανάκλαση των παραγόμενων δειγμάτων για μικτά προβλήματα 

βελτιστοποίησης (διακριτοί και συνεχείς χώροι). Ο Locatelli [2001] ορίζει τη σύγκλιση των 

αλγορίθμων ΠΑ για συνεχή προβλήματα βελτιστοποίησης και ένα ανώτερο όριο για τον 

αναμενόμενο χρόνο της πρώτης προσέγγισης, τον αναμενόμενο αριθμό επαναλήψεων πριν 

φτάσει στο ολικό βέλτιστο με ακρίβεια e. 

 

5.5 Σύγκλιση 

 

Με λίγα λόγια, ακολουθήθηκαν δύο κατευθύνσεις για την ασυμπτωτική σύγκλιση σε ΠΑ: ο 

αλγόριθμος μοντελοποιείται ως αλληλουχία ομογενών μαρκοβιανών αλυσίδων ή ως μία απλή 

μη-ομογενής μαρκοβιανή αλυσίδα. 

Για την πρώτη περίπτωση των ομογενών μαρκοβιανών αλυσίδων, θεωρείται ότι κάθε 

θερμοκρασία 𝑡1 είναι σταθερή για έναν αριθμό επαναλήψεων 𝑚 και ο στοχαστικός πίνακας 𝑃1 

έχει φτάσει στη κατανομή ισορροπίας του 𝜋5. Σημειώστε ότι ο δείκτης εσωτερικού βρόχου 𝑚 

εξαλείφεται λόγω απλοποίησης. Ωστόσο, ο δείκτης 𝑘 πρέπει να ερμηνευτεί ως διπλός δείκτης 

𝑘,𝑚, μια ακολουθία επαναλήψεων 𝑚 = 1,2,… ,𝑚 ΠΑ που είναι σταθερές για κάθε 𝑘. Η ύπαρξη 

της κατανομής ισορροπίας σε κάθε επανάληψη 𝑘 αποδεικνύεται στο θεώρημα . Πρέπει να 

δείξουμε ότι το θεώρημα ισχύει για τον αλγόριθμο ΠΑ  το 𝑡1 πρέπει να είναι μία 

συνάρτηση για κάθε επανάληψη του εξωτερικού βρόχου 𝑘 και ο αντίστοιχος αριθμός 

επαναλήψεων εσωτερικού βρόχου πρέπει να είναι 𝑀1 και οι επαναλήψεις εξωτερικού βρόχου 𝑘 

πρέπει να συγκλίνουν στο άπειρο. 

Θεώρημα 5.1 Ας ορίσουμε  να είναι η πιθανότητα μετάβασης από τη λύση 𝜔 στη λύση 

𝜔4 σε μία εσωτερική επανάληψη για τον εξωτερικό βρόχο 𝑘, και ας ορίσουμε  να 

είναι η πιθανότητα μετάβασης από τη λύση 𝜔 (κατάσταση) στη λύση 𝜔4 σε 𝑚 εσωτερικούς 

βρόχους (βήματα). Εάν η μαρκοβιανή αλυσίδα που σχετίζεται με τη πιθανότητα   

( )5.1

( )5.3 ,
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m
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είναι μη υποβιβάσιμη, απεριοδική και με πεπερασμένες λύσεις, τότε υπάρχει το 

 για όλα τα 𝜔,𝜔4𝜖	𝛺 και για όλες τις επαναλήψεις 𝑘. Επιπλέον, 

𝜋1(𝜔4) είναι η μοναδική θετική λύση του, 

(5.8)   για όλα τα 𝜔4𝜖	𝛺,  

και 

(5.9)    

Η ύπαρξη των στάσιμων κατανομών και η σύγκλιση της ακολουθίας των 𝜋5 διανυσμάτων έχουν 

τα ακόλουθα προ απαιτούμενα: 

1. Μη υποβιβασιμότητα του πίνακα μετάβασης (ο πίνακας μετάβασης δύναται να έχει μια 

διαδρομή μη μηδενικών πιθανοτήτων για κάθε πεπερασμένο εξωτερικό βρόχο 𝑘 μεταξύ 

οποιωνδήποτε δύο λύσεων 𝜔,𝜔4	𝜖	𝛺). 

2. Απεριοδικότητα: ξεκινώντας από τη λύση 𝜔4, είναι πιθανό να επιστρέψουμε στην ίδια 

κατάσταση (λύση) σε μία περίοδο  (σε ένα βήμα) 

3. Μια μη-μηδενική στάσιμη κατανομή πιθανότητας, ενώ ο αριθμός των εξωτερικών 

βρόχων 𝑘 συγκλίνει στο άπειρο. 

Οι αποδείξεις της σύγκλισης της ΠΑ στη βιβλιογραφία βασίζονται στη θεωρία της ομογενούς 

μαρκοβιανής αλυσίδας και χρησιμοποιούν την ιδιότητα της αντιστρεψιμότητας που ορίζεται ως 

(5.10) 𝜋1(𝜔4)𝑃1(𝜔,𝜔4) = 𝜋1(𝜔)𝑃1(𝜔4, 𝜔), για όλα τα 𝜔,𝜔4	𝜖	𝛺 και όλες τις 

επαναλήψεις 𝑘. 

Η αντιστρεψιμότητα είναι μια καλά εδραιωμένη ιδιότητα για την ύπαρξη μιας μοναδικής λύσης 

στις εξισώσεις (5.8) και (5.9) για κάθε επανάληψη του εξωτερικού βρόχου 𝑘. Προαπαιτούμενη 

προϋπόθεση για την αντιστρεψιμότητα είναι η πολλαπλότητα. Επομένως, εάν έχουμε τρεις 

λύσεις (𝜔,𝜔4, 𝜔44𝜖𝛺) τέτοιες ώστε 𝑓(𝜔) ≤ 𝑓(𝜔4) ≤ 𝑓(𝜔44) για όλες τις επαναλήψεις 𝑘, 

(5.11)    
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όπου 𝑘1ª𝛥(𝜔,𝜔4)« είναι η πιθανότητα μετάβασης από την αποδεχόμενη λύση 𝜔 στη λύση 𝜔4 

κατά την επανάληψη 𝑘, υποθέτοντας ότι ισχύουν οι συνθήκες συμμετρίας στις λύσεις των 

παραγόμενων πιθανοτήτων 𝑔1 και είτε εκφράζουν την πιθανότητα αποδοχής χρησιμοποιώντας 

την εκθετική μορφή είτε απαιτώντας την πολλαπλασιαστική συνθήκη της εξίσωσης (5.11). Η 

σύγκλιση των ομογενών μαρκοβιανών αλυσίδων απαιτεί τη συνθήκη της εξίσωσης (5.11) για τη 

πιθανότητα αποδοχής, εφόσον ικανοποιήσει τις κατάλληλες ιδιότητες στο παραγόμενο πίνακα 

λύσεων 𝑃1. Για παράδειγμα, οι εδραιωμένες ομογενείς αποδείξεις σύγκλισης απαιτούν στην 

αρχή την πολλαπλασιαστική ιδιότητα για τη πιθανότητα αποδοχής και στη συνέχεια τη 

συμμετρία του παραγόμενου πίνακα και τη στασιμότητα για όλες τις επαναλήψεις 𝜅. Η Rossier 

et al. [1986] διαιρεί το χώρο των καταστάσεων σε τμήματα γειτονικών καταστάσεων με ίδια τιμή 

αντικειμενικής συνάρτησης και η μόνη προϋπόθεση είναι ότι οι παραγόμενες πιθανότητες 

πρέπει να είναι συμμετρικές μεταξύ αυτών των τμημάτων. Παρουσιάζει τη πιθανότητα αποδοχής 

ως αναλογία των πιθανοτήτων της κατανομής ισορροπίας. Οι Faigle και Schrader et al. [1988] και 

Faigle και Kern et al. [1991] χρησιμοποιούν μια γραφική θεωρητική προσέγγιση για να 

χαλαρώσουν τη συνθήκη της συμμετρίας του παραγόμενου πίνακα λύσεων. Παρόλα αυτά, 

υποθέτουν ότι η πιθανότητα αποδοχής πρέπει να ικανοποιεί την εξίσωση (5.11).  

Ο Granville et al. [1994] προτείνει μια μέθοδο ΠΑ για φιλτράρισμα δυαδικών εικόνων, όπου η 

πιθανότητα αποδοχής βασίζεται στην πιθανότητα της τρέχουσας λύσης, αντί να διαφοροποιεί 

την τιμή της αντικειμενικής συνάρτησης. Αποδεικνύει ότι για την αποδοχή μιας υποψήφιας 

λύσης κατά την επανάληψη 𝑘, η συνάρτηση πιθανότητας βασίζεται στην αναλογία της στάσιμης 

πιθανότητας της λύσης στην επανάληψη 𝑘 − 1 σε σχέση με τη στάσιμη πιθανότητα μιας αρχικής 

λύσης (βάσει μιας εκτίμησης μέγιστης πιθανότητας). Η πιθανότητα αποδοχής είναι: 

(5.12)     

όπου  και 𝜑(𝑘) είναι μια ελαφρώς αυξανόμενη συνάρτηση. Έτσι, 

η πιθανότητα μιας λύσης δεν λαμβάνει υπόψη τη τιμή της υποψήφιας λύσης που προέρχεται 

από την αντικειμενική συνάρτηση. Ο Granville et al. [1994] παρουσιάζει μια απόδειξη 

ασυμπτωτικής σύγκλισης της προηγούμενης προσέγγισης, αλλά πρέπει να σημειώσουμε ότι η 

απόδειξη δεν δείχνει ότι οι ολικές βέλτιστες λύσεις κατανέμονται ασυμπωτικά ομοιόμορφα. 

Η ΠΑ και η ομογενής θεωρία σύγκλισης βασίζονται στο Metropolis et al. [1953]. Ο Metropolis 

αντιμετωπίζει τα προβλήματα στην ισορροπία των μηχανικών Στατιστικής [1964]. Για χάριν του  
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επιχειρήματος, σκεφτείτε ένα σύστημα που βρίσκεται σε ισορροπία με τις γειτονικές του λύσεις, 

και βρίσκεται στη λύση (κατάσταση) 𝑆 με ενέργεια 𝐹(𝑆). Η πυκνότητα πιθανότητας στην 

κατάσταση είναι ανάλογη με 

(5.13)    

όπου 𝑏 είναι η σταθερά Boltzmann, και 𝑇 είναι η θερμοκρασία των γειτόνων. Επομένως, το 

χρονικό διάστημα που το σύστημα βρίσκεται στη λύση 𝑆 είναι ανάλογο της εξίσωσης (5.13), ως 

αποτέλεσμα, η πυκνότητα πιθανότητας της κατανομής ισορροπίας για όλα τα 𝑠𝜖𝛺	είναι: 

(5.14)     

Η αναμενόμενη μέση τιμή για οποιασδήποτε έγκυρη λύση της συνάρτησης 𝑓(𝑆) είναι τότε 

(5.15)     

Αυτό αποδεικνύει ότι η εξίσωση (5.15) δεν μπορεί να υπολογιστεί αναλυτικά για πολλές 

αντικειμενικές συναρτήσεις. Οι Hammersley και Handscomb [1964] σημειώνουν ότι μια λύση 

είναι να χρησιμοποιήσουμε αφελείς τεχνικές MC για να εκτιμήσουμε την αξία των δύο 

ολοκληρωμάτων στην εξίσωση (5.15). Ωστόσο, αυτό δεν μπορεί να εφαρμοστεί στην πράξη 

λόγω του παράγοντα αποτυχίας, καθώς ο εκθετικός όρος σημαίνει ότι ένα σημαντικό μέρος των 

ολοκληρωμάτων συγκεντρώνεται σε μια πολύ μικρή περιοχή του χώρου καταστάσεων 𝛺. 

Χρησιμοποιώντας τη σημασία της δειγματοληψίας (όπως αναφέρεται στα προηγούμενα 

κεφάλαια), μπορούμε να ξεπεράσουμε αυτό το πρόβλημα με τη παραγωγή λύσεων που έχουν 

πυκνότητα πιθανότητας της εξίσωσης (5.14). Αυτή η προσέγγιση μπορεί επίσης να αποτύχει 

λόγω της ολοκλήρωσης στον παρονομαστή. Ωστόσο, ο Metropolis et al. [1953] έλυσε αυτό το 

πρόβλημα, αρχικά διαχωρίζοντας το χώρο λύσεων, αντικαθιστώντας τα ολοκληρώματα στις 

εξισώσεις (5.14) και (5.15) με αθροίσματα σε ένα διακριτό σύνολο λύσεων 𝜔4𝜖	𝛺, και ύστερα, 

κατασκευάζοντας μια μη υποβιβάσιμη, απεριοδική μαρκοβιανή αλυσίδα με πιθανότητες 

μετάβασης τέτοιες ώστε  

(5.16)              𝜋(𝜔4) = ∑ 𝜋(𝜔)𝑃(𝜔,𝜔4)>∈H 	, για όλα τα 𝜔,𝜔4	𝜖	𝛺 
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(5.17)              𝜋(𝜔4) = exp k−𝐹(𝜔
4)
𝑏𝑇l m∑ exp k−𝐹(𝜔) 𝑏𝑇l m𝑑𝑠>IH , για όλα τα 𝜔4	𝜖	𝛺 

 

Σκεφτείτε ότι για να υπολογίσουμε την κατανομή ισορροπίας  θα πρέπει να υπολογίσουμε το 

παρονομαστή της εξίσωσης (5.15), αλλά είναι μια σταθερά κανονικοποίησης, οπότε, δεν είναι 

απαραίτητο να υπολογιστεί. Αντίθετα, ο λόγος 𝜋(𝜔
4)
𝜋(𝜔)\ 	 πρέπει να υπολογιστεί και ο πίνακας 

μετάβασης πρέπει να ικανοποιεί την εξίσωση (5.16). Οι Hammersley και Handscomb [1964] 

δείχνουν ότι ο Metropolis et al. [1953] το επιτυγχάνει ορίζοντας ως 𝑃 να είναι προϊόν των 

συμμετρικών λύσεων των παραγόμενων πιθανοτήτων 𝑔(𝜔,𝜔4), και του λόγου ισορροπίας 

𝜋(𝜔4)
𝜋(𝜔)\ 	. 

(5.18)                

με   

όπου , και 𝑔(𝜔,𝜔4) = 𝑔(𝜔4, 𝜔), για όλα τα 𝜔,𝜔4𝜖	𝛺 (5.19). 

Η χρήση αναλογιών στάσιμης πιθανότητας για το καθορισμό των πιθανοτήτων αποδοχής 

λύσεων, σε συνδυασμό με τις συμμετρικές λύσεις των παραγόμενων πιθανοτήτων, δίνει την 

ελευθερία στο Metropolis et al. [1953] να χρησιμοποιήσει την ιδιότητα της αντιστρεψιμότητας 

στην εξίσωση (5.10) για να δείξει ότι οι εξισώσεις (5.17) και (5.18) ικανοποιούν την εξίσωση 

(5.16). Η ομογενής σύγκλιση για τη ΠΑ γίνεται πιο δύσκολη όταν δεν πληρείται η συνθήκη της 

αντιστρεψιμότητας. Η ύπαρξη μιας μοναδικής στάσιμης κατανομής για κάθε επανάληψη 𝜅 

αποδεικνύεται δείχνοντας ότι κάθε πίνακας μετάβασης  είναι μη υποβιβάσιμος και 

απεριοδικός. Αντιθέτως, είναι πολύ δύσκολο να εξαχθεί μια έκφραση κλειστής μορφής για κάθε 

κατανομή ισορροπίας 𝜋1, όπου να μπορεί να υπολογιστεί αναλυτικά, καθώς ο χώρος επίλυσης 

του προβλήματος (χώρος καταστάσεων) γίνεται μεγάλος. Γενικά, δεν ικανοποιείται η 

πολλαπλασιαστική ιδιότητα, επομένως, δεν είναι εφικτή η χρήση της εξίσωσης (5.10). 

Αντιθέτως, είναι απαραίτητο να επιλυθεί το σύστημα εξισώσεων που μορφοποιείται με τις 
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εξισώσεις (5.8) και (5.9). Για παράδειγμα, ο Davis et al. [1991] δημιουργεί μια έκφραση κλειστής 

μορφής  για το 𝜋1 χρησιμοποιώντας τον κανόνα του Cramer και ξαναγράφοντας τις εξισώσεις 

(5.8) και (5.9) ως 

(5.20)                 

και 

(5.21)                  

αντίστοιχα, όπου 𝐼 είναι ο ταυτοτικός πίνακας, και  είναι ένα διάνυσμα στήλης εξ’ αυτών. 

Πρέπει να επισημάνουμε ότι η  του πίνακα μετάβασης  σχετίζεται με την 

εξίσωση (5.20) και είναι της τάξης  Επιπλέον, αντικαθιστώντας οποιαδήποτε 

μέρος της εξίσωσης (5.20) με την εξίσωση (5.21), το αποτέλεσμα είναι το σύνολο του 

 με γραμμικά ανεξάρτητες εξισώσεις 

(5.22)                  

όπου ο τετραγωνικός πίνακας  γεννάται αντικαθιστώντας την 𝑖DE στήλη του πίνακα 

 με ένα διάνυσμα στήλης εξ αυτών. Το διάνυσμα 𝑒)  είναι ένα διάνυσμα γραμμής που 

αποτελείται από μηδενικά, εκτός  της θέσης 𝑖DE. Δεδομένου ότι το  είναι πλήρους 

τάξης, τότε η ορίζουσά του, που γράφεται ως  είναι μη μηδενική. Ορίζουμε το  

 να είναι ο ίδιος πίνακας με τον , εκτός των στοιχείων του πίνακα που 

βρίσκονται στη σειρά 𝜔DE και που αντικαθίστανται από το διάνυσμα 𝑒>. Επομένως, για όλες τις 

επαναλήψεις 𝑘, 

(5.23)               𝜋W(𝜔) =
XYZ[(\]^J)[L]_`
XYZ[(\]^J)[L]`

	, για όλα τα 𝜔	𝜖	𝛺. 

   

Ο Davis et al. [1991], επιχειρεί να λύσει την εξίσωση (5.23) για κάθε 𝜔	𝜖	𝛺 μέσω μιας 

πολυπαραγοντικής επέκτασης της σειράς Taylor για κάθε παράγοντα, αλλά η συγκεκριμένη 

μέθοδος δεν μπορεί να υποστηρίξει μια αναλυτική έκφραση κλειστής μορφής. Αυτό υποδεικνύει 
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τη δυσκολία έκφρασης των κατανομών ισορροπίας για μεγάλους χώρους λύσεων (καταστάσεων) 

και ταυτόχρονα δεσμεύει το πίνακα μετάβασης για μεγάλα 𝑘. Σημειώνει τη δυσκολία απόδειξης 

της ασυμπτωτικής σύγκλισης του αλγόριθμου ΠΑ και αντιμετωπίζει τις εξισώσεις (5.8) και (5.9) 

ως ένα γραμμικό αλγεβρικό πρόβλημα. Οι Lundy και Mees et al. [1986] δείχνουν ότι το πρόβλημα 

σύγκλισης των πιθανοτήτων των λύσεων  στην κατανομή ισορροπίας είναι γεωμετρικό λόγω 

του πεπερασμένου χώρου λύσεων (χρήση της ευκλείδειας απόστασης μεταξύ  και ως 𝜋1, 

καθώς 𝑚 → ∞). Ως αποτέλεσμα, ο συντελεστής σύγκλισης δίνεται από τη δεύτερη μεγαλύτερη 

ιδιοτιμή του πίνακα μετάβασης 𝑃1, λόγω του θεωρήματος σύγκλισης για μη υποβιβάσιμες, 

απεριοδικές και ομογενείς μαρκοβιανές αλυσίδες (Cinlar et al. [1974]). Πρέπει να αναφέρουμε 

ότι ένας μεγάλος χώρος λύσεων (καταστάσεων) καθιστά αδύνατο τον αναλυτικό υπολογισμό 

αυτής της ιδιοτιμής. Οι Lundy και Mees et al. [1986] υποθέτουν ότι η δεύτερη μεγαλύτερη 

ιδιοτιμή θα είναι κοντά στη πρώτη (προβλήματα τοπικού βέλτιστου) όταν η θερμοκρασία 𝑡1 είναι 

κοντά στο μηδέν. Επομένως, η σύγκλιση στην κατανομή ισορροπίας θα είναι πολύ αργή (η 

κυρίαρχη ιδιοτιμή του 𝑃1 είναι ένα, με αλγεβρική πολλαπλότητα που ισούται με ένα). 

Χρησιμοποιούν αυτήν την υπόθεση για να ενισχύσουν την άποψή τους ότι πρέπει να ξεκινούν τη 

μέθοδο της ΠΑ σε σχετικά υψηλή θερμοκρασία. 

Η υπόθεση της στασιμότητας σε κάθε επανάληψη 𝑘 περιορίζει την ποικιλία των εφαρμογών που 

μπορεί να εφαρμοστεί στη θεωρία των ομογενών αλυσίδων Markov. Οι Romeo και Sangiovanni-

Vincentelli et al. [1991] δείχνουν ότι εάν επιτευχθεί η κατανομή ισορροπίας (για μία 

αντιστρέψιμη αλυσίδα) σε έναν πεπερασμένο αριθμό βημάτων, τότε μπορεί να επιτευχθεί σε 

ένα βήμα. Υποθέτουν ότι για τις κοινές εκδόσεις της ΠΑ δεν είναι δυνατή η επίτευξη ισορροπίας 

σε έναν πεπερασμένο αριθμό επαναλήψεων. 

Η κατηγορία των ανομογενών μαρκοβιανών αλυσίδων για τη μέθοδο της ΠΑ δεν είναι μέρος της 

συγκεκριμένης διατριβής. Στο πειραματικό μέρος, χρησιμοποιείται μια ομογενής αλυσίδα για 

μια πρακτική εφαρμογή. 

Η ουσία είναι ότι η θεωρία MCMC μπορεί να χρησιμοποιηθεί για την έρευνα πολυδιάστατου 

χώρου. Τα οφέλη της στάσιμης κατανομής θα εξεταστούν σε συνδυασμό με τη δειγματοληψία 

MC και θα χρησιμοποιηθεί η μέθοδος ΠΑ για την εξεύρεση της ολικής βέλτιστης λύσης στο 

πειραματικό μέρος της διατριβής. Τέλος, είναι σημαντικό ότι ο αλγόριθμος της στοχαστικά 

( )kp
( )m
kP
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ενισχυμένης κλίσης που χρησιμοποιείται σε πρακτικές εφαρμογές θα εφαρμοστεί μέσω της 

γλώσσας προγραμματισμού R και θα εξεταστεί. 
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6. Στοχαστικά Ενισχυμένη Κλίση 

 

Η ενισχυμένη κλίση κατασκευάζει πρόσθετα μοντέλα παλινδρόμησης προσαρμόζοντας 

διαδοχικά μια απλή παραμετροποιημένη συνάρτηση (βασικός αλγόριθμος - εκπαιδευτής) στα 

τρέχοντα ψευδό – υπόλοιπα με τη μέθοδο των ελάχιστων τετραγώνων σε κάθε επανάληψη. Τα 

ψευδό - υπόλοιπα είναι οι διαβαθμίσεις της συνάρτησης απώλειας που ελαχιστοποιείται, σε 

σχέση με τις τιμές του μοντέλου σε κάθε σημείο, και αξιολογούνται στο τρέχον βήμα. 

Αποδεικνύεται ότι τόσο η ακρίβεια προσέγγισης όσο και η ταχύτητα εκτέλεσης της ενισχυμένης 

κλίσης μπορούν ουσιαστικά να βελτιωθούν ενσωματώνοντας την τυχαιότητα στη διαδικασία. 

Συγκεκριμένα, σε κάθε επανάληψη, ένα δείγμα των εκπαιδευόμενων δεδομένων αντλείται 

τυχαία (χωρίς αντικατάσταση) από το πλήρες δείγμα των εκπαιδευόμενων δεδομένων. Αυτό το 

τυχαία επιλεγμένο δείγμα, στη συνέχεια χρησιμοποιείται στη θέση του πλήρους δείγματος για 

να προσαρμοστεί στο βασικό αλγόριθμο – εκπαιδευτή και να υπολογίσει τις τιμές του μοντέλου 

για την τρέχουσα επανάληψη. Αυτή η τυχαιοποιημένη προσέγγιση αυξάνει, επίσης, την 

ευρωστία έναντι του πλεονασμού του βασικού αλγορίθμου – εκπαιδευτή [Friedman, J. H. et. al. 

2002]. 

 

6.1 Ενισχυμένη Κλίση 

Όσον αφορά το πρόβλημα εκτίμησης της συνάρτησης, υπάρχει ένα σύστημα που αποτελείται 

από μια εξαρτημένη μεταβλητή «εξόδου» ή «απόκρισης» 𝑦 και ένα σύνολο ανεξάρτητων ή 

«επεξηγηματικών» μεταβλητών  Δεδομένου ότι έχουμε ένα εκπαιδευτικό 

δείγμα  γνωστών τιμών  ο στόχος είναι να βρεθεί μια συνάρτηση  

που αντιστοιχεί τα 𝑥 στα 𝑦, τέτοια ώστε η από κοινού κατανομή όλων των τιμών , να 

ελαχιστοποιεί την αναμενόμενη τιμή κάποιας συνάρτησης απώλειας , 

                   

Ενίσχυση των εκτιμήσεων  με την επέκταση του τύπου 

{ }1 2, ,...., .nx x x x=

{ }1, N
i iy x { }, ,y x ( )*F x

{ },y x

( )( ),y F xY

( )6.1 ( )
( )

( )( )*
,argmin , .y xF x

F x E y F x= Y

( )F x*



78 

                   

όπου οι συναρτήσεις  (γνωστές ως «βασικοί εκπαιδευτές») είναι συνήθως απλές 

συναρτήσεις με παραμέτρους 𝑎 = 	 D𝑎!,𝑎,,..F. Οι συντελεστές επέκτασης {𝛽6}OP και οι 

παράμετροι {𝑎6}OP ταιριάζουν από κοινού στα δεδομένα εκπαίδευσης με ένα τρόπο «έξυπνου 

επιπέδου». Ξεκινάμε με μια αρχική λύση  και μετά για 𝑚 = 1,2,… ,𝑀 

                     

και 

                   

Η ενίσχυση κλίσης [Friedman et. al. 1999] εκτιμά την εξίσωση  για αυθαίρετες 

(διαφοροποιήσιμες) συναρτήσεις απώλειας  με μια διαδικασία δύο βημάτων. 

Πρώτον, η συνάρτηση  μοντελοποιείται με τη μέθοδο των ελάχιστων τετραγώνων 

                   

στα τρέχοντα ψευδό-υπόλοιπα: 

                  

Τότε, δεδομένου του  η βέλτιστη τιμή του συντελεστή 𝛽6 προσδιορίζεται από: 
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Αυτή η διαδικασία αντιμετωπίζει ένα δυνητικά δύσκολο πρόβλημα συνάρτησης 

βελτιστοποίησης , πρώτα από τη μέθοδο που βασίζεται στα ελάχιστα τετράγωνα  

και στη συνέχεια, ακολουθούμενο από μια βελτιστοποίηση παραμέτρων  με βάση το γενικό 

κριτήριο απώλειας 𝛹. 

Η ενισχυμένη κλίση «δέντρου» εφαρμόζει αυτήν την προσέγγιση στην περίπτωση όπου ο 

βασικός εκπαιδευτής  είναι ένα 𝐿 − δέντρο παλινδρόμησης τερματικού κόμβου. Σε 

κάθε επανάληψη 𝑚, ένα δέντρο παλινδρόμησης χωρίζει το 𝑥 − χώρο σε 𝐿 − ξεχωριστές περιοχές 

 και προβλέπει μια ξεχωριστή σταθερή τιμή σε κάθε μία 

                   

Εδώ  είναι η μέση τιμή της εξίσωσης  σε κάθε περιοχή 𝑅Q6. Οι 

παράμετροι του βασικού εκπαιδευτή είναι οι μεταβλητές διαχωρισμού και τα αντίστοιχα σημεία 

διαχωρισμού που ορίζουν το δέντρο, το οποίο καθορίζει τις αντίστοιχες περιοχές του τμήματος 

κατά την επανάληψη 𝑚DE. Αυτά προκαλούνται από μια διαδικασία «best-first» από πάνω προς 

τα κάτω χρησιμοποιώντας ένα κριτήριο διαχωρισμού των ελάχιστων τετραγώνων [Friedman, 

Hastie, και Tibshirani 1998]. Με τα δέντρα παλινδρόμησης, η εξίσωση  μπορεί να επιλυθεί 

ξεχωριστά σε κάθε περιοχή 𝑅R6 που ορίζεται από τον αντίστοιχο τερματικό κόμβο 𝑙 του δέντρου 

𝑚. Για χάριν του επιχειρήματος, γνωρίζοντας ότι το δέντρο  προβλέπει μια σταθερή τιμή 

𝑦�R6 σε κάθε περιοχή 𝑅R6, η λύση για την εξίσωση  μειώνεται σε μια απλή εκτίμηση 

«τοποθεσίας» βασισμένη στο κριτήριο 𝛹 

       

Η τρέχουσα εκτίμηση του  ενημερώνεται σε κάθε αντίστοιχη περιοχή με 
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Η παράμετρος συρρίκνωσης  ελέγχει τη διαδικασία εκπαίδευσης (ποσοστό 

εκμάθησης). [Friedman et al. 1999] έδειξε ότι οι μικρές τιμές  μπορούν να οδηγήσουν 

σε καλύτερο γενικευμένο σφάλμα. 

Λαμβάνοντας υπόψιν τα παραπάνω, μπορεί να οριστεί ο ακόλουθος αλγόριθμος 

(ψευδοκώδικας) για τη γενικευμένη ενίσχυση των δέντρων απόφασης: 

 

Αλγόριθμος 6.1: Ενισχυμένη κλίση δέντρου 

  

 

Ο Friedman παρουσίασε συγκεκριμένους αλγόριθμους που βασίζονται σε αυτόν τον 

ψευδοκώδικα για διάφορα κριτήρια απώλειας, συμπεριλαμβανομένων των ελάχιστων 

τετραγώνων: 𝛹(𝑦, 𝐹) = (𝑦 − 𝐹),, της ελάχιστης απόλυτης απόκλισης:  

Huber-M:  και για 

προβλήματα ταξινόμησης, κλάσεων πολυπαραγοντικών αρνητικών log-likehood 

εφαρμογών. 

Εδώ πρέπει να τονίσουμε ότι τα παραπάνω συμπεριλαμβάνονται στο θεωρητικό κομμάτι διότι 

θα χρησιμοποιήσουμε την αναβαθμισμένη έκδοση του προαναφερόμενου αλγορίθμου 

( XGBoost) στο πειραματικό μέρος για μία πραγματική εφαρμογή χωρίς, όμως, να εμβαθύνουμε 

0 1n £!

( )0.1v £

( ) ( )

( )( )
( )

( ) ( )

{ } { }
( )( )

1

0
1

~

1
1

1

1. arg min ,

2.  1 to  do:

,
3.        y ,  1,..,

4.       terminal node tree ,

5.        arg min ,

6.       

m

i lm

N

i
i

i i
im

i F x F x

N
L

lm iim

lm x R i m i

m

F x y

For m M

y F x
i N

F x

R L y x

y F x

F

g

g

g

g g

-

=

=

Î -

= Y

=

é ù¶Y
= - =ê ú

¶ê úë û

æ ö
= - ç ÷ç ÷

è ø
= Y +

å

å
( ) ( ) ( )1 1

7.  
m lm lmx F x x R

end For
n g-= + × Î

( ), ,y F y Fy = -

( ) ( ) ( ) ( ) ( )2, 1 2 2 1 ,y F y F y F y F y Fd d d dY = - - £ + - - - !

K -



81 

στη κατασκευή και ερμηνεία των στατιστικών εξισώσεων αλλά και των αποδείξεών τους. Το ίδιο 

ισχύει και για τα υπόλοιπα κεφάλαια της ενότητας . 

 

6.2 Στοχαστικά Ενισχυμένη Κλίση 

 

Ο [Breiman et. al. 1996] παρουσίασε την ιδέα ότι η εισαγωγή της τυχαιότητας στις συναρτησιακές 

διαδικασίες εκτίμησης θα μπορούσε να βελτιώσει την απόδοσή τους. Στις πρώιμες υλοποιήσεις 

του 𝐴𝑑𝑎𝑏𝑜𝑜𝑠𝑡, οι [Freud και Schapire et. al. 1996] χρησιμοποίησαν, επίσης, τη τυχαία 

δειγματοληψία, αλλά αυτή η εφαρμογή θεωρήθηκε ως εκτίμηση της ντετερμινιστικής στάθμισης 

που δεν υποστήριζε τα παρατηρούμενα βάρη λόγω της εφαρμογής του βασικού εκπαιδευτή, και 

στην ουσία, δεν υποστήριζε ένα βασικό συστατικό. Ο [Breiman et. al. 1999] εισήγαγε μια 

διαδικασία υβριδικής τοποθέτησης - ενίσχυσης («προσαρμοστική τοποθέτηση») που στοχεύει 

σε ελάχιστα τετράγωνα που μοντελοποιούνται με πρόσθετες επεκτάσεις  Ανταλλάσσει τον 

βασικό εκπαιδευτή με τακτικές διαδικασίες ενίσχυσης του αντίστοιχου μαθητή εκπαίδευσης, και 

αντικαθιστά τα υπόλοιπα «εκτός της τοποθέτησης» με τα συνηθισμένα υπόλοιπα σε κάθε βήμα 

της ενισχυμένης διαδικασίας. 

Με μια μικρή τροποποίηση στη διαβαθμισμένη ενίσχυση (Αλγόριθμος 1), ενσωμάτωσε την 

τυχαιότητα ως αναπόσπαστο μέρος της διαδικασίας. Με λίγα λόγια, σε κάθε επανάληψη, 

επιλέγεται τυχαία ένα δείγμα των δεδομένων εκπαίδευσης (χωρίς αντικατάσταση) από το 

πλήρες σύνολο δεδομένων εκπαίδευσης. Αυτό το τυχαία επιλεγμένο δείγμα (και όχι το πλήρες 

δείγμα) χρησιμοποιείται, προκειμένου να προσαρμόσει το βασικό εκπαιδευτή  (γραμμή 4) και 

να υπολογίσει το ενημερωμένο μοντέλο για την τρέχουσα επανάληψη (γραμμή 5). 

Ας ορίσουμε το  να είναι το δείγμα δεδομένων εκπαίδευσης και  να είναι η 

τυχαία μετάθεση των ακεραίων {1, … ,𝑁}. Επομένως, ένα τυχαία επιλεγμένο δείγμα μεγέθους 

δίνεται από το  Οπότε, ο αλγόριθμος της στοχαστικά ενισχυμένης κλίσης 

γίνεται: 
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Αλγόριθμος 6.2: Στοχαστικά ενισχυμένη κλίση δέντρου 

 

Η χρήση του  στον αλγόριθμο  επιστρέφει το ίδιο αποτέλεσμα με τον αλγόριθμο 

 Όσο μικρότερο είναι το κλάσμα  τόσο περισσότερο θα διαφέρουν τα τυχαία 

δείγματα που χρησιμοποιούνται στις διαδοχικές επαναλήψεις, εισάγοντας έτσι ακόμη 

περισσότερη τυχαιότητα στη διαδικασία. 

Η χρήση της τιμής  είναι σχεδόν ισοδύναμη με τη σχεδίαση «bootstrap» δειγμάτων σε 

κάθε επανάληψη. Η χρήση του  μειώνει τον υπολογισμό κατά ένα παράγοντα 𝑓. 

Ωστόσο, κάνοντας την τιμή της 𝑓 μικρότερη, η ποσότητα των δεδομένων μειώνεται καθώς και η 

διαθεσιμότητα για την εκπαίδευση του βασικού «μαθητή» σε κάθε επανάληψη. Αυτό θα αυξήσει 

τον θόρυβο, δηλαδή τη διακύμανση που σχετίζεται με τις εκτιμήσεις των βασικών εκπαιδευτών. 

 

 

 

6.3 Προσομοιώσεις 

 

Η τυχαιοποίηση των διαδικασιών «Gradient Tree Boost» θα εξαρτηθούν από το συγκεκριμένο 

πρόβλημα υπό διερεύνηση. Σημαντικές πτυχές που επηρεάζουν την απόδοση του αλγορίθμου 

~
N N= ( )6.2
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περιλαμβάνουν το μέγεθος του δείγματος εκπαίδευσης  την πραγματική υποκείμενη 

συνάρτηση «συνάρτηση – στόχου» και την κατανομή των υπολοίπων 𝜀, του 𝑦|𝑥 από το 

Για να αξιολογήσουμε την απόδοση μιας μεθόδου εκτίμησης πρέπει να αξιολογήσουμε την 

απόδοσή της σε διαφορετικές εφαρμογές. Αυτό επιτυγχάνεται με τη προσομοίωση MC, όπου τα 

δεδομένα μπορούν να δημιουργηθούν σύμφωνα με μια ποικιλία επιλογών και η απόδοση 

μπορεί να εκτιμηθεί με ακρίβεια.  

Το πιο σημαντικό χαρακτηριστικό είναι η πραγματική υποκείμενη συνάρτηση στόχου  

εξίσωση  και επηρεάζει την απόδοση της διαδικασίας. Δεδομένου ότι η συνάρτηση στόχου 

είναι σπάνια γνωστή, αξιολογούμε τις μετρήσεις της τυχαιοποιημένης ενισχυμένης κλίσης 

δέντρου (“gradient tree boosting”) σε μια ποικιλία διαφορετικών συναρτήσεων – στόχου από μια 

ρεαλιστική κατηγορία συναρτήσεων (π.χ. λογιστική παλινδρόμηση). Η διαδικασία είναι μια 

διαδικασία επανάληψης των μοντέλων και των προσομοιώσεων που βασίζονται στις ίδιες 100 

τυχαία παραγόμενες συναρτήσεις στόχου [Friedman et. al. 1999]. 

Η απόδοση εκτιμάται από το μέσο απόλυτο σφάλμα της παραγόμενης εκτίμησης  κατά τη 

προσέγγιση κάθε συνάρτησης – στόχου  

                  

όπως εκτιμάται από ένα μεγάλο ανεξάρτητο σύνολο δεδομένων δοκιμής. Η απόδοση 

αξιολογείται με τις συγκρίσεις διαφορετικών εκτιμήσεων  που βασίζονται στο 

απόλυτο σφάλμα της εξίσωσης  σε σχέση με την καλύτερη απόδοση του καθενός 

               

Συνεπώς, η καλύτερη μέθοδος  λαμβάνει την τιμή  και 

οι άλλες λαμβάνουν μια τιμή μεγαλύτερη από ένα, για  Εάν μια συγκεκριμένη μέθοδος 
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είχε το χαμηλότερο σφάλμα για κάθε συνάρτηση – στόχο, η κατανομή των συνολικών 

συναρτήσεων στόχου θα ήταν ένα σημείο στην τιμή 1. 

 

6.4 Αλγόριθμος υπερβολικά ενισχυμένης κλίσης (XGBoost) 

 

Ο XGBoost είναι ένας πολύ γνωστός αλγόριθμος των ενισχυμένων και δέντρων λήψης 

αποφάσεων. Ο XGBoost ήταν πολύ δημοφιλής για την εφαρμοσμένη μηχανική μάθηση “applied 

machine learning” και τους διαγωνισμούς Kaggle (δομημένα ή μη δομημένα δεδομένα). Το 

όνομα xgboost αναφέρεται στον τεχνικό στόχο και τη πίεση των διαθέσιμων υπολογιστικών 

πόρων στα όρια για ενισχυμένους αλγόριθμους δέντρων. 

Είναι μια υλοποίηση ενισχυτικά διαβαθμισμένων μηχανών που δημιουργήθηκε από τον Tianqi 

Chen. Ανήκει σε μια ευρύτερη συλλογή εργαλείων κάτω από την ομπρέλα της Κοινότητας 

Κατανεμημένης Μηχανικής Μάθησης ή DMLC (“Distributed Machine Learning Community “) που 

είναι επίσης δημοφιλής για την υλοποίηση της βιβλιοθήκης βαθιάς μάθησης (“deep learning”). 

Ο XGBoost είναι μια βιβλιοθήκη λογισμικού που μπορεί να ληφθεί και να εγκατασταθεί σε 

οποιοδήποτε μηχάνημα. Συγκεκριμένα, υποστηρίζει τις ακόλουθες κύριες διεπαφές: 

• Διεπαφή Γραμμής Εντολών (CLI). 

• C++ (τη γλώσσα προγραμματισμού στην οποία είναι γραμμένη η βιβλιοθήκη). 

• Διεπαφή Python. 

• Διεπαφή R. 

• Julia. 

• Γλώσσες προγραμματισμού Java και JVM όπως η Scala και πλατφόρμες όπως το Hadoop. 

 

Η βιβλιοθήκη εστιάζεται στην υπολογιστική ταχύτητα και την απόδοση του μοντέλου. Παρ 'όλα 

αυτά, προσφέρει μια σειρά από προηγμένα χαρακτηριστικά. Η υλοποίηση του μοντέλου 

υποστηρίζει τα χαρακτηριστικά των εφαρμογών scikit-learning και R, με νέες προσθήκες όπως η 

κανονικοποίηση. Υποστηρίζονται τρεις κύριες μορφές ενισχυμένης κλίσης: 
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• Ο αλγόριθμος “Gradient Boosting” που ονομάζεται επίσης μηχανή ενισχυμένης κλίσης, 

συμπεριλαμβανομένου του ποσοστού εκμάθησης. 

• Στοχαστικά ενισχυμένη κλίση (“Stochastic Gradient Boosting”) με υπό-δειγματοληψία 

στις γραμμές, στις στήλες και στις στήλες ανά διαχωρισμό επιπέδων. 

• Ρυθμιζόμενα ενισχυμένη κλίση με κανονικοποίηση τόσο L1 όσο και L2. 

Η βιβλιοθήκη παρέχει επίσης ένα σύστημα για χρήση σε μια σειρά υπολογιστικών 

περιβαλλόντων: 

• Παράλληλη κατασκευή δέντρων με χρήση όλων των πυρήνων της CPU κατά τη διάρκεια 

της εκπαίδευσης του μοντέλου. 

• Υπολογιστική κατανομή για την εκπαίδευση πολύ μεγάλων μοντέλων χρησιμοποιώντας 

ένα σύνολο μηχανημάτων. 

• Υπολογισμός εκτός πυρήνα για πολύ μεγάλα σύνολα δεδομένων που δεν χωρούν στη 

μνήμη. 

• Βελτιστοποίηση της κρυφής μνήμης των δομών δεδομένων και αλγορίθμων για 

καλύτερη χρήση του υπολογιστικού υλικού. 

Η υλοποίηση του αλγορίθμου σχεδιάστηκε για την αποτελεσματικότητα του υπολογιστικού 

χρόνου και των πόρων μνήμης. Ορισμένες πρόσθετες λειτουργίες περιλαμβάνουν: 

• Εφαρμογή με αυτόματη διαχείριση των τιμών που λείπουν από τα δεδομένα. 

• Δομή σε μπλοκ για να υποστηρίξει την παράλληλη κατασκευή δέντρων. 

• Συνεχής εκπαίδευση για περαιτέρω ενίσχυση ενός ήδη προσαρμοσμένου μοντέλου σε 

νέα δεδομένα. 

Η βιβλιοθήκη XGBoost εφαρμόζει τον αλγόριθμο ενισxυμένης κλίσης δέντρου. Αυτός ο 

αλγόριθμος έχει πολλά διαφορετικά ονόματα, όπως ενισχυμένη κλίση, πολλαπλά πρόσθετα 

δέντρα παλινδρόμησης, στοχαστικά ενισχυμένη κλίση ή κλίση ενισχυμένων μηχανών. 

Η ενίσχυση (“Boosting”) είναι μια τεχνική συνόλου όπου προστίθενται νέα μοντέλα για τη 

διόρθωση των σφαλμάτων που δημιουργούνται από τα υπάρχοντα μοντέλα. Τα μοντέλα 

προστίθενται διαδοχικά έως ότου δεν μπορούν να γίνουν περαιτέρω βελτιώσεις. Η ενισχυμένη 

κλίση (“Gradient Boosting”) είναι μια προσέγγιση όπου δημιουργούνται νέα μοντέλα που 

προβλέπουν τα  υπόλοιπα ή τα σφάλματα των προηγούμενων μοντέλων και στη συνέχεια 
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προστίθενται όλα μαζί για να δώσουν την τελική πρόβλεψη. Ονομάζεται gradient boosting 

επειδή χρησιμοποιεί έναν αλγόριθμο ενισχυμένης κλίσης για να ελαχιστοποιήσει την απώλεια 

κατά την προσθήκη νέων μοντέλων. Αυτή η μέθοδος υποστηρίζει προβλήματα προβλεπτικών 

μοντέλων παλινδρόμησης και ταξινόμησης. 

(https://machinelearningmastery.com/gentle-introduction-xgboost-applied-machine-learning/) 

Χρησιμοποιούμε τον αλγόριθμο XGBoost στο πειραματικό μέρος για μια εφαρμογή στοχαστικά 

ενισχυμένης κλίσης. Θα προσπαθήσουμε να προβλέψουμε μία διαδικασία σήματος, η οποία 

παράγει υπερ-συμμετρικά και μη σωματίδια. Τα δεδομένα συλλέγονται από: 

(https://archive.ics.uci.edu/ml/datasets/SUSY). 
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7. Πολλαπλή Λογιστική Παλινδρόμηση  

Θα χρησιμοποιήσουμε, στο πειραματικό μέρος, το μοντέλο της πολλαπλής λογιστικής 

παλινδρόμησης ώστε να συγκρίνουμε τα αποτελέσματά του με τον αλγόριθμο της υπερβολικά 

ενισχυμένης κλίσης (XGBoost). Θα εξετάσουμε την προβλεπτική ικανότητα του αλγορίθμου 

καθώς και τη σημαντικότητα των αποτελεσμάτων (π.χ. αριθμός σημαντικών επεξηγηματικών 

μεταβλητών). Αρχικά, όμως, θα εξετάσουμε το μοντέλο της λογιστικής παλινδρόμησης από τη 

πιθανοθεωρητική σκοπιά. 

 

7.1 Ταξινόμηση (“Classification”) 
 

Τα προβλήματα ταξινόμησης εμφανίζονται συχνά σε προβλήματα που έχουν πραγματική 

εφαρμογή, ίσως ακόμη περισσότερο από τα προβλήματα γραμμικής παλινδρόμησης. Το μοντέλο 

της γραμμικής παλινδρόμησης είναι εκτός διερεύνησης της συγκεκριμένης διατριβής. Μερικά 

πραγματικά παραδείγματα περιλαμβάνουν: 

1. Ένα άτομο εισάγεται στα επείγοντα με ένα σύνολο συμπτωμάτων που θα μπορούσε 

ενδεχομένως να συσχετιστεί με μία από τρεις ιατρικές παθήσεις. Ποια από τις τρεις 

παθήσεις έχει το άτομο; 

2. Μια διαδικτυακή τραπεζική υπηρεσία πρέπει να είναι σε θέση να καθορίσει εάν μια 

συναλλαγή που πραγματοποιείται στον ιστότοπο είναι ύποπτη ή όχι με βάση τη 

διεύθυνση (IP) του χρήστη, το ιστορικό συναλλαγών του και ούτω καθεξής. 

3. Με βάση τα δεδομένα αλληλουχίας DNA για έναν αριθμό ασθενών με 

και χωρίς μια δεδομένη ασθένεια, ένας βιολόγος θα ήθελε να καταλάβει ποιες 

μεταλλάξεις του DNA είναι επιβλαβείς (προκαλούν ασθένειες) και ποιες όχι. 

Κατά τη διαδικασία της ταξινόμησης έχουμε ένα σύνολο παρατηρήσεων (𝑥!, 𝑦!), . . . , (𝑥", 𝑦") 

που μπορούμε να χρησιμοποιήσουμε για να κατασκευάσουμε ένα ταξινομητή. Θέλουμε ο 

ταξινομητής μας να έχει καλή απόδοση όχι μόνο  στα δεδομένα εκπαίδευσης, αλλά και σε 

παρατηρήσεις που δεν χρησιμοποιήθηκαν για την εκπαίδευση του ταξινομητή. 

Σε αυτό το κεφάλαιο, μαθαίνουμε πώς να δημιουργήσουμε ένα μοντέλο για να προβλέψουμε 

την μεταβλητή απόκρισης (𝑌) για οποιαδήποτε επεξηγηματικές μεταβλητές (𝑥!, … . . , 𝑥"). 
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Σε προβλήματα ταξινόμησης, το αποτέλεσμα του μοντέλου είναι ποιοτικό και συνεπώς 

αποτελείται από ένα πεπερασμένο σύνολο τιμών, τις οποίες ονομάζουμε τάξεις ή κλάσεις. Θα 

ξεκινήσουμε με το πρόβλημα της δυαδικής ταξινόμησης, όπου προσπαθούμε να ξεχωρίσουμε 

δύο τάξεις (όπως στη περίπτωση των δεδομένων του σήματος, υπερσυμμετρικά ή μη 

σωματίδια), τις οποίες θα ονομάσουμε ως 1 και 0 αντίστοιχα. 

 

7.2  Πολλαπλό Λογιστικό Μοντέλο 
 

Πως μπορούμε να μοντελοποιήσουμε τη σχέση μεταξύ 𝑃(𝑋) 	= 	𝑃𝑟(𝑌	 = 	1|𝑋) και 𝑋? Όπως 

αναφέραμε στο προηγούμενο κεφάλαιο (7.1), για ευκολία θα χρησιμοποιήσουμε τις τάξεις 0 

και 1 για τη μεταβλητή απόκρισης 𝑌. Θα μπορούσαμε να χρησιμοποιήσουμε το μοντέλο 

γραμμικής παλινδρόμησης για να αναπαραστήσουμε πιθανότητες αυτής της μορφής. 

             log ^(a)
P]^(a)

= 𝛽b + 𝛽P ∙ 𝑥P + 𝛽S ∙ 𝑥S +⋯+ 𝛽c ∙ 𝑥c 

Εάν χρησιμοποιήσουμε αυτήν την προσέγγιση για να προβλέψουμε τις τάξεις (0, 1) στα 

δεδομένα, για τιμές κοντά στο μηδέν μπορεί να προβλέπουμε μία αρνητική πιθανότητα ενώ για 

μεγάλες τιμές πιθανότατα θα έχουμε τιμές μεγαλύτερες από 1. Οι προβλέψεις αυτές δεν είναι 

λογικές, δεδομένου ότι θέλουμε την πραγματική πιθανότητα να είναι ένα σωματίδιο υπερ-

συμμετρικό ή όχι,  και η συγκεκριμένη πιθανότητα πρέπει να κυμαίνεται μεταξύ 0 και 1. Μια 

ευθεία γραμμή μπορεί να ταιριάξει σε μια δυαδική απόκριση που κωδικοποιείται ως 0 ή 1, 

συνεπώς, μπορούμε πάντα να προβλέψουμε το 𝑝	(𝑋) 	< 0 για ορισμένες τιμές του 𝑋 και 𝑝	(𝑋) >

	1 για άλλες τιμές (εκτός εάν το πεδίο ορισμού του 𝑋 είναι περιορισμένο). 

Για να αποφύγουμε αυτό το πρόβλημα, πρέπει να μοντελοποιήσουμε το 𝑝	(𝑋) χρησιμοποιώντας 

μια συνάρτηση που δίνει αποτελέσματα μεταξύ 0 και 1 για όλες τις τιμές του 𝑋. Πολλές 

συναρτήσεις ικανοποιούν αυτό το περιορισμό. Στη λογιστική παλινδρόμηση, χρησιμοποιούμε τη 

λογιστική συνάρτηση: 

 

  𝑃(𝑋) = d
STUSV∙XVUSY∙XYU⋯US[∙X[

Ped
STUSV∙XVUSY∙XYU⋯US[∙X[

 

( )7.1

( )7.2
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Για να προσαρμόσουμε το μοντέλο (7.2), χρησιμοποιούμε μια μέθοδο που ονομάζεται μέγιστη 

πιθανοφάνεια. Η λογιστική συνάρτηση θα παράγει πάντα μια καμπύλη σχήματος −𝑆, και έτσι 

ανεξάρτητα από την τιμή του Χ, εμείς θα λαμβάνουμε μια λογική πρόβλεψη. Βλέπουμε επίσης 

ότι το λογιστικό μοντέλο είναι σε θέση να συλλάβει το εύρος των πιθανοτήτων σε σύγκριση με 

τη γραμμική παλινδρόμηση. 

Μετά από απλές πράξεις η εξίσωση (7.2) μετατρέπεται σε: 

   
^(a)
P]^(a)

= 𝑒fTefV∙hVefY∙hYU⋯US[∙X[  

Η ποσότητα 𝑝	(𝑋)	/	[1	– 	𝑝	(𝑋)] ονομάζεται «απόδοση» (“odds”) και μπορεί να πάρει 

οποιαδήποτε τιμή πιθανότητας μεταξύ 0 και ∞. Οι αποδόσεις χρησιμοποιούνται παραδοσιακά 

στις πιθανότητες των ιπποδρομιών, και από τότε σχετίζονται φυσικά με τη σωστή στρατηγική 

των στοιχημάτων. 

Παίρνοντας τον λογάριθμο και των δύο πλευρών του (7.3), καταλήγουμε στην εξίσωση: 

   log > 0(1)
2%0(1)

? = 𝛽3 + 𝛽2 ∙ 𝑥2 + 𝛽4 ∙ 𝑥4 +⋯+ 𝛽5 ∙ 𝑥5 

Η αριστερή πλευρά της εξίσωσης (7.4) ονομάζεται log-odds ή logit. Βλέπουμε ότι το μοντέλο 

λογιστικής παλινδρόμησης έχει γραμμική συσχέτιση με το 𝑋. 

Σε ένα μοντέλο γραμμικής παλινδρόμησης, το “𝛽!” δίνει τη μέση μεταβολή του 𝑌 που σχετίζεται 

με μία αύξηση μιας μονάδας του 𝑋. Αντιθέτως, σε ένα μοντέλο λογιστικής παλινδρόμησης, η 

αύξηση του 𝛸 κατά μία μονάδα αλλάζει τις αποδόσεις 𝑙𝑜𝑔 κατά 𝛽! (7.4), ή ισοδύναμα 

πολλαπλασιάζει τις πιθανότητες με 𝑒\#  (7.3). Ωστόσο, επειδή η σχέση μεταξύ 𝑝	(𝑋) και 𝑋 στο 

(7.2) δεν είναι ευθεία, το 𝛽! δεν αντιστοιχεί στην αλλαγή του 𝑝	(𝑋) που σχετίζεται με αύξηση 

μιας μονάδας του 𝑋. Η μεταβολή του 𝑝	(𝑋) λόγω της μεταβολής μιας μονάδας του 𝑋 θα 

εξαρτηθεί από την τρέχουσα τιμή του 𝑋. Αλλά ανεξάρτητα από την τιμή του 𝑋, εάν το 𝛽! είναι 

θετικό, τότε η αύξηση του 𝛸	θα σχετίζεται με την αύξηση του 𝑝	(𝑋), και αν το 𝛽! είναι αρνητικό, 

τότε η αύξηση του 𝛸 θα σχετίζεται με τη μείωσή του.  

 

 

( )7.3

( )7.4
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7.3 Εκτίμηση των παραμέτρων της πολλαπλής λογιστικής παλινδρόμησης 
 

Οι συντελεστές 𝛽#, 𝛽!,..,	𝛽] στην εξίσωση (7.2) είναι άγνωστοι και πρέπει να εκτιμηθούν με βάση 

τα διαθέσιμα δεδομένα εκπαίδευσης. Αν και θα μπορούσαμε να χρησιμοποιήσουμε (μη 

γραμμικά) ελάχιστα τετράγωνα για να προσαρμόσουμε το μοντέλο (7.4), προτιμάται η γενική 

μέθοδος της μέγιστης πιθανοφάνειας, καθώς έχει καλύτερες στατιστικές ιδιότητες. Η βασική 

διαδικασία πίσω από τη χρήση της μέγιστης πιθανοφάνειας για να προσαρμοστεί σε ένα μοντέλο 

λογιστικής παλινδρόμησης έχει ως εξής: αναζητούμε τις εκτιμήσεις για τα 𝛽#¼ ,𝛽!¼,...,	𝛽]¼  έτσι ώστε 

η προβλεπόμενη πιθανότητα 𝑝(𝑥)) να αντιστοιχεί όσο το δυνατόν πιο κοντά στη πραγματική 

τιμή.  

Με άλλα λόγια, προσπαθούμε να βρούμε 𝛽#¼, 𝛽!¼,… , 𝛽]¼ έτσι ώστε αν εισάγουμε αυτές τις 

εκτιμήσεις στο μοντέλο για 𝑝	(𝑋), που δίνεται στην εξίσωση (7.2), αποδίδουν μία τιμή κοντά στη 

μονάδα για όλα τα σωματίδια που είναι υπερσυμμετρικά και μία τιμή κοντά στο μηδέν για τα 

σωματίδια που δεν είναι. Αυτή η διαίσθηση μπορεί να μορφοποιηθεί χρησιμοποιώντας τη 

μαθηματική εξίσωση που ονομάζεται συνάρτηση πιθανοφάνειας: 

     

Οι εκτιμήσεις 𝛽#¼, 𝛽!¼,…,	𝛽]¼ επιλέγονται για μεγιστοποίηση αυτής της πιθανότητας. Η μέγιστη 

πιθανοφάνεια είναι μια πολύ γενική προσέγγιση που χρησιμοποιείται για τη προσαρμογή 

πολλών μη γραμμικών μοντέλων. Στη περίπτωση της γραμμικής παλινδρόμησης, η προσέγγιση 

των ελάχιστων τετραγώνων είναι στην πραγματικότητα μια ειδική περίπτωση μέγιστης 

πιθανοφάνειας. Οι μαθηματικές λεπτομέρειες της μέγιστης πιθανοφάνειας είναι πέρα από το 

ερευνητικό μας πεδίο. Ωστόσο, σε γενικές γραμμές, η λογιστική παλινδρόμηση και άλλα μοντέλα 

μπορούν να εφαρμόζονται εύκολα χρησιμοποιώντας μία βιβλιοθήκη στην R, και έτσι δεν 

χρειάζεται να ασχοληθούμε με τις λεπτομέρειες για τη διαδικασία προσαρμογής της μέγιστης 

πιθανότητας.Για τα δεδομένα του σήματος, εκτιμώνται οι συντελεστές της λογιστικής 

παλινδρόμησης που προβλέπουν την πιθανότητα ένα σωματίδιο να είναι υπερ-συμμετρικό 

χρησιμοποιώντας τις επεξηγηματικές μεταβλητές, που στην ουσία έχουν παραχθεί από MC 

προσομοιώσεις, και είναι κινηματικές ιδιότητες που έχουν μετρηθεί από τον ανιχνευτή των 

σωματιδίων στον επιταχυντή. 

( )7.5 ( ) ( ) ( )0 1
: 1 : 0

, ,..., 1| 1 1|
i j

p i i j j
i y j y

l P y x P y xb b b
= =

= = × - =Õ Õ
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8. Έρευνα  

 

Ο σκοπός της εμπειρικής μελέτης είναι η χρήση προσομοιώσεων MC, παράλληλα με τη χρήση 

προσομοιώσεων MCMC, για τον υπολογισμό ολοκληρωμάτων. Αξιολογούμε τα αποτελέσματα 

και για τις δύο μεθόδους ενώ αυξάνουμε τον χώρο διαστάσεων. Υπολογίζουμε την πιθανότητα 

αποδοχής των μεθόδων προσομοίωσης, τη σύγκλιση στην αναμενόμενη μέση τιμή, το σχετικό 

σφάλμα της εκτίμησης του ολοκληρώματος σε σύγκριση με τους υπολογισμούς σε κλειστή 

μορφή (υπολογισμοί στο χαρτί και ταυτόχρονα σε υπολογιστή) των πραγματικών τιμών των 

ολοκληρωμάτων. Πρέπει να σημειώσουμε ότι οι προσομοιώσεις εφαρμόζονται σε παρόμοιο 

υπολογιστικό χρόνο. Επιπλέον, εφαρμόζουμε τον αλγόριθμο Metropolis-Hastings στα 

συστήματα θερμοδυναμικής (μοντέλο Ising) όπως και εφαρμόζουμε το MCMC σε πραγματικά 

προβλήματα προκειμένου να εκτιμήσουμε το ολικό βέλτιστο μιας συνάρτησης σε έναν χώρο 

υψηλής διάστασης (μέθοδος ΠΑ). 

Όλοι οι υπολογισμοί, οι συναρτήσεις, οι προσομοιώσεις και τα μοντέλα εφαρμόζονται στη 

γλώσσα προγραμματισμού R (δείγμα R κώδικα διατίθεται στο Παράρτημα, κεφάλαιο 10). Τα 

αποτελέσματα ερμηνεύονται με βάση τα αποτελέσματα της R. 

Αρχικά, χρησιμοποιούμε MC για να υπολογίσουμε την ολοκλήρωση ενός κύκλου σε δύο 

διαστάσεις με ακτίνα 𝑟 = 1. Στη συνέχεια, επαναλαμβάνουμε τη διαδικασία για περισσότερες 

διαστάσεις. Πρώτα, υπολογίζουμε το ολοκλήρωμα σε κλειστή μορφή (στο χαρτί) και στη 

συνέχεια, προσομοιώνουμε τιμές από την ομοιόμορφη κατανομή, 𝑈~[−1,1], με βάση το 

μοντέλο κύκλου  για 𝑟 = 1. Εφαρμόζουμε μια αντίστοιχη διαδικασία για 

τη μέθοδο MCMC και στη συνέχεια συγκρίνουμε τα αποτελέσματα. 

 

 

 

 

 

2 2 2 2
1 2 ... ,nx x x r+ + + £
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8.1 Υπολογισμός του όγκου της σφαίρας σε 𝑘 −διαστάσεις με 

προσομοιώσεις MC  

 

Αρχικά, υπολογίζουμε την περιοχή ενός κύκλου  (𝑘 = 2 − 𝛿𝜄𝛼𝜎𝜏ά𝜎𝜀𝜄𝜍) με ακτίνα 

𝑟 = 1, οπότε η εξίσωση του κύκλου γίνεται   

 είναι η περιοχή του μοναδιαίου δίσκου που βρίσκεται στο κέντρο της αρχής των 

αξόνων. Υπολογίζουμε την περιοχή του ολοκληρώματος σε πολικές συντεταγμένες. Ανατρέχουμε 

στις πολικές συντεταγμένες και θυμόμαστε ότι ένας μοναδιαίος δίσκος μπορεί να οριστεί σε 

πολικές συντεταγμένες από τις ακόλουθες ανισότητες, 

  

  

Αυτά τα σταθερά όρια ολοκλήρωσης διευκολύνουν τον υπολογισμό των ολοκληρωμάτων. 

Συνεπώς, εάν μετατρέψουμε το τύπο του διπλού ολοκληρώματος σε έναν τύπο πολικών 

συντεταγμένων, είμαστε σε καλό δρόμο. Το πρόβλημα είναι ότι δεν μπορούμε να μετατρέψουμε 

μόνο το 𝑑𝑥 και το 𝑑𝑦 σε 𝑑𝑟 και 𝑑𝜃. Στον υπολογισμό των διπλών ολοκληρωμάτων, σε αυτό το 

σημείο, έχουμε χρησιμοποιήσει το γεγονός ότι  και αυτό απαιτεί τη χρήση 

καρτεσιανών συντεταγμένων. Εάν μετακινηθούμε σε πολικές συντεταγμένες, τότε,  

και για αυτόν τον λόγο, καθορίζουμε το χωρίο 𝑑𝐴 στις πολικές συντεταγμένες. Δημιουργούμε 

μια γενικευμένη περιοχή πολικών συντεταγμένων και βλέπουμε τι μπορούμε να κάνουμε. 

Παρακάτω έχουμε μια εικόνα περιοχής που χρησιμοποιεί πολικές συντεταγμένες. 

Γράφημα 8.1.1: Περιοχή D σε πολικές συντεταγμένες 

(πηγή:http://tutorial.math.lamar.edu/Classes/CalcIII/DIPolarCoords.aspx) 

 

 

 

Therefore, our general region will be defin, 

2 2 2x y r+ =
2 2 1.x y+ =

2 2

D

x y dA+òò

0 2q p£ £

0 1r£ £

dA dxdy=

dA drdq¹
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Τώρα, για να βρούμε το χωρίο 𝐷𝐴, το παραπάνω σχήμα γίνεται ως εξής, 

Γράφημα 8.1.2: Περιοχή DA σε πολικές συντεταγμένες (πηγή: 

http://tutorial.math.lamar.edu/Classes/CalcIII/DIPolarCoords.aspx) 

 

 

 

Όπως φαίνεται, χωρίσαμε την περιοχή σε ένα πλέγμα ακτινών και τόξων. Τώρα, αν τραβήξουμε 

ένα από τα κομμάτια του πλέγματος, γράφημα  (8.1.2), έχουμε μια περιοχή που μοιάζει με 

ορθογώνιο. Αυτή η περιοχή αυτού του τμήματος είναι 𝐷𝐴. Οι δύο πλευρές αυτού του τμήματος 

έχουν μήκος 𝛥𝑟 = 𝑟# − 𝑟)  όπου 𝑟# είναι η ακτίνα του εξωτερικού τόξου και 𝑟)  είναι η ακτίνα του 

εσωτερικού τόξου. Με βάση τη γεωμετρία, το μήκος της εσωτερικής πλευράς είναι 𝑟𝛥𝜃 ενώ το 

μήκος της εξωτερικής πλευράς είναι 𝑟#𝛥𝜃, όπου 𝛥𝜃 είναι η γωνία μεταξύ των δύο ακτινών που 

σχηματίζουν τις πλευρές αυτού του χωρίου. 

Τώρα, εάν υποθέσουμε ότι το πλέγμα είναι τόσο μικρό που 𝑟) = 𝑟# = 𝑟, βάσει αυτής της 

υπόθεσης, μπορούμε επίσης να υποθέσουμε ότι το κομμάτι μας είναι αρκετά κοντά σε ένα 

ορθογώνιο τέτοιο ώστε, 

   

a q b£ £

( ) ( )1 2h r hq q£ £

A r rqD » D D
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Επίσης, εάν υποθέσουμε ότι το πλέγμα είναι αρκετά μικρό τότε μπορούμε επίσης να 

υποθέσουμε ότι, 

  

Με αυτές τις υποθέσεις παίρνουμε στη συνέχεια  Για να το πετύχουμε, έπρεπε να 

υποθέσουμε ότι το πλέγμα ήταν πολύ μικρό. Δεν είναι μία παράξενη υπόθεση. Θεωρήστε ότι ο 

ορισμός ενός διπλού ολοκληρώματος είναι από δύο όρια και καθώς τα όρια τείνουν στο άπειρο, 

το μέγεθος των χωρίων θα γίνεται όλο και μικρότερο. Στην πραγματικότητα, καθώς το μέγεθος 

των χωρίων γίνεται μικρότερο και μικρότερο, ο παραπάνω τύπος γίνεται όλο και πιο ακριβής και 

έτσι μπορούμε να πούμε ότι, 

    

Πριν προχωρήσουμε είναι και πάλι σημαντικό να τονίσουμε ότι η πραγματική φόρμουλα του 

χωρίου 𝑑𝐴 περιέχει και το 𝑟. Τώρα, αν μετατρέψουμε ένα ολοκλήρωμα των καρτεσιανών 

συντεταγμένων σε ένα ολοκλήρωμα πολικών συντεταγμένων, πρέπει να διασφαλίσουμε ότι 

έχουμε μετατρέψει όλα τα   και  σε πολικές συντεταγμένες. Για να το πετύχουμε, κάνουμε 

τις ακόλουθες μετατροπές, 

  𝑥 = 𝑟𝑐𝑜𝑠𝜃, 𝑦 = 𝑟𝑠𝑖𝑛𝜃, 𝑟4 = 𝑥4 + 𝑦4  

Είμαστε τώρα έτοιμοι να γράψουμε το τύπο για το διπλό ολοκλήρωμα με τη χρήση των πολικών 

συντεταγμένων. 

     

Χρησιμοποιώντας τον μετασχηματισμό της εξίσωσης , υπολογίζουμε την ολοκλήρωση του 

μοναδιαίου δίσκου σε δύο διαστάσεις. Γνωρίζουμε, από τα θεμελιώδη μαθηματικά, ότι το 

εμβαδό του κύκλου (δύο διαστάσεις) δίνεται από την εξίσωση , έτσι, στην περίπτωσή 

μας το εμβαδό του κύκλου είναι 𝐷 = 𝜋 ∙ 1, = 𝜋.  Δεδομένου ότι έχουμε πρότερη γνώση για το 

εμβαδό, το αποτέλεσμα πρέπει να είναι το ίδιο (𝜋), μετά τη μετατροπή της εξίσωσης του κύκλου 

σε πολικές συντεταγμένες. 

      dA A d dr rq q» D » D » D

.dA rdrdq»

( )8.1 dA rdrdq=

'
sx
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( )8.2

( )8.3
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Επομένως, υπολογίζουμε την περιοχή στο θετικό άξονα που είναι ο μισός κύκλος και στη 

συνέχεια, με βάση την ιδιότητα συμμετρίας, γνωρίζουμε ότι το άλλο μισό του κύκλου έχει το ίδιο 

αποτέλεσμα. Αθροίζουμε τα ολοκληρώματα και έχουμε το εμβαδό του μοναδιαίου δίσκου. 

Πρώτα, παίρνουμε το δίσκο 𝐷 σε πολικές συντεταγμένες. Ο κύκλος με ακτίνα ένα δίνεται από 

την εξίσωση 𝑟 = 1. Ενδιαφερόμαστε για το χωρίο που βρίσκεται στο δεξί ημικύκλιο δηλ. στο 

θετικό άξονα 𝑥, οπότε έχουμε την ακόλουθη ανισότητα για την ακτίνα 𝑟, 

0 ≤ 𝑟 ≤ 1    

Επιπλέον, επειδή θέλουμε μόνο την περιοχή που βρίσκεται στο πρώτο και το τέταρτο 

τεταρτημόριο, έχουμε το ακόλουθο εύρος από 𝜃34. 

     

Τώρα που έχουμε τα άκρα, μπορούμε να υπολογίσουμε το ολοκλήρωμα. 

Δεδομένων των εξισώσεων    
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Ως αποτέλεσμα, το χωρίο που βρίσκεται στο δεξί ημικύκλιο έχει εμβαδό που ισούται με  δηλ. 

όσο αναμέναμε. Επομένως, το εμβαδό του μοναδιαίου δίσκου σε πολικές συντεταγμένες είναι 

𝐷/2 = 𝜋/2 ↔ 2 ∙ 𝐷/2 = 2 ∙ 𝜋/2 ↔ 𝐷 = 𝜋. 

Τώρα, υπολογίζουμε το εμβαδό του μοναδιαίου δίσκου με τη μέθοδο MC (σε δύο διαστάσεις). 

Αρχικά, υπολογίσαμε το εμβαδό σε κλειστή μορφή (χαρτί) και εν συνεχεία υπολογίζουμε το 

ολοκλήρωμα με τη μέθοδο MC προσομοιώνοντας τιμές από την ομοιόμορφη κατανομή. 

Υπενθυμίζουμε ότι το 𝐷 είναι ένας μοναδιαίος κύκλος εγγεγραμμένος σε ένα τετράγωνο. Το 

γράφημα είναι: 

Γράφημα 8.1.3: Μοναδιαίος κύκλος εγγεγραμμένος σε τετράγωνο  
                             1 

                         

                        -1                                                          1       

 

                                   -1 

 

Πρέπει να υπολογίσουμε τη σκιασμένη περιοχή του κύκλου με προσομοιώσεις MC. Πρώτον, 

θεωρούμε ότι μπορούμε να μοντελοποιήσουμε το πρόβλημα προσομοιώνοντας τιμές από την 

ομοιόμορφη κατανομή  Χρησιμοποιούμε το κώδικα στη γλώσσα προγραμματισμού R: 

 που προσομοιώνει από την ομοιόμορφη κατανομή  

Ορίζουμε 𝑑 = 1, οπότε το εύρος τιμών είναι [−1,1] για τα .  

Το εμβαδό του τετραγώνου προέρχεται από τα θεμελιώδη Μαθηματικά και είναι: 

  

Το εμβαδό του μοναδιαίου δίσκου (κύκλος με ακτίνα 𝑟 = 1), το οποίο έχουμε υπολογίσει 

παραπάνω με τη χρήση πολικών συντεταγμένων, είναι 𝜋. Η πιθανότητα να προσομοιώσουμε 

σημεία εντός της σκιασμένης περιοχής (κύκλος) είναι: 

,
2
p

[ ]0, .U d

( )2 1,  0,    1runif d× - [ ]0, .U d

( ) [ ], 0,1X Y U!

[ ]22 21,1 2 4SqD a R= = - = =



97 

  

Λαμβάνοντας υπόψη τα προηγούμενα κεφάλαια , χρησιμοποιούμε τη MC 

προσομοίωση για να υπολογίσουμε ολοκληρώματα της μορφής 

  όπου τα ℎ(𝑥, 𝑦) αναπαριστούν τα σύνολα των τιμών 

για τις τυχαίες μεταβλητές 𝑋, 𝑌 και είναι ίσες με την πυκνότητα πιθανότητας  Στην 

περίπτωσή μας 𝑓(𝑥, 𝑦) = 𝑓(𝑥) ∙ 𝑓(𝑦) είναι η από κοινού πυκνότητα πιθανότητας της 

ομοιόμορφης κατανομής , η οποία έχει το σύνολο τιμών της στο εύρος , οπότε, 

 είναι η συνάρτηση του χρωματισμένου χωρίου (κύκλος). Η πιθανότητα να 

έχουμε σημεία μέσα στη σκιασμένη περιοχή (κύκλος) είναι 

𝑃¿ªℎ(𝑥, 𝑦)« =_,`~b[/!,!] À1, ℎ
(𝑥, 𝑦) = 𝑥, + 𝑦, ≤ 1

0, ℎ(𝑥, 𝑦) = 𝑥, + 𝑦, > 1
  η μέση τιμή του οποίου εκτιμάει τη 

  

Για χάριν του επιχειρήματος, θα μπορούσαμε να πούμε ότι με την προσομοίωση σημείων και 

την εξέταση της ύπαρξής τους ή όχι μέσα στον κύκλο, διεξάγουμε ανεξάρτητες δοκιμές 

Bernoulli με μέση τιμή τιμή 𝐸*[ℎ(𝑥, 𝑦)] = 𝑝. 

 

Επομένως, η αναμενόμενη μέση τιμή των δοκιμών Bernoulli ισούται με: 

ℎ$! =
##$%&((,*),

-
=	 𝑝̂, 

 που συγκλίνει για σχεδόν κάθε παραγόμενο δείγμα στο 

 ℎÁ𝑛 = 1
𝑛∑ 𝑃ªℎ(𝑥, 𝑦)« →"

B+! 𝐸*[ℎ(𝑥, 𝑦]  

όπου 𝑃¿ªℎ(𝑥, 𝑦)« =_,`~b[/!,!] À1, ℎ
(𝑥, 𝑦) ∈ 𝐷c).

0, ℎ(𝑥, 𝑦) ∉ 𝐷c).
 

Δοθέντος του παραπάνω, εκτιμούμε την αναμενόμενη μέση τιμή σε δύο διαστάσεις (𝑑 = 2). 

    

[ ] [ ] 2 1

2 2

,   ,
  4,

r
Cir

Cir a
Sq

P x y D Volume of circle rP x y D
Volume of square aP x y D

p p=

=

Î ×
Î = = = =

é ùÎë û

( )3.1,3.2

( ) ( ) ( ), , , ,f x y
E h x y h x y f x y dxdy=é ùë û ò ò

( ), .f x y

( ),  i.i.dX Y [ ]1,1-

( ) 2 2, 1h x y x y= + =

2 2, : 1 .
4CirP x y D x y pé ùÎ + £ =ë û

( )8.4

( )8.5
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1
𝑛R𝑃STℎ(𝑥, 𝑦)X ⟶ 𝐸&[ℎ(𝑥, 𝑦)] = 𝑃[(𝑥, 𝑦)𝜖𝐷] =

𝐵6

26 =674
𝜋 ∙ 𝑟4

4

8

972

=
𝜋 ∙ 1
4 =

𝜋
4 

και επιπλέον, μπορούμε να εκτιμήσουμε το ολοκλήρωμα σε δύο διαστάσεις μετατρέποντας την 

εξίσωση (8.5) σε 

 𝐵6 = 26 ∙ 𝑃S[𝑥, 𝑦 ∈ 𝐷:;<] 

Λαμβάνοντας υπόψη τις εξισώσεις (8.4,8.6) γνωρίζουμε ότι η πιθανότητα αποδοχής 

(“acceptance ratio”) των προσομοιώσεων MC σε δύο διαστάσεις (𝑑 = 2) πρέπει να συγκλίνει 

στην αναμενόμενη μέση τιμή που είναι ίση με 𝜋 ⁄ 4. Ενώ επαναλαμβάνουμε τη διαδικασία, ο 

δειγματικός μέσος όρος των προσομοιωμένων τιμών προσεγγίζει τον πραγματικό μέσο όρο. 

Συνεπώς, πλησιάζοντας τον πραγματικό μέσο, έχουμε μια καλή εκτίμηση για τον όγκο (εμβαδό) 

της σκιασμένης περιοχής (κύκλος). 

 𝐵4 = 24 ∙ 𝑃S[𝑥, 𝑦 ∈ 𝐷:;<] ≈ 4 ∙ =
>
= 𝜋  

που είναι ίσος με το πραγματικό εμβαδό του κύκλου. 

Δημιουργούμε τη συνάρτηση MC στο λογισμικό R προκειμένου να εκτιμήσουμε το εμβαδό του 

κύκλου (σκιασμένη περιοχή) σε δύο διαστάσεις: 

( )8.6

( )8.7
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Αρχικά, εκτελούμε τη διαδικασία για 50,000 βήματα και ερμηνεύουμε τα αποτελέσματα: 

   

( )

( )

mc.2d <-function x, y, d, n
  {  
  accept  0 # MC counter
  data  c x, y  # assign values(x,y) to vector
  accepts  matrix(data, 1, 2) # matrix of 1 row and 2 columns dimension
y  2*runif(1, 0, d) - 1 # 

¬

¬

¬

¬ [ ]
[ ]

2 2

i

generate one value of Uniform distribution 0,

x  2*runif(1, 0 ,d) - 1 # generate one value of Unifor
   (   2 : )

 
 {

(( ) 1) 
(

m

{
, ( , )) # ins

r

e t

dist ib n

rt ac

utio  ,

c

0

ep

d

d
for i in n

if x y
accepts rbind accepts c x y

+ <=
<

¬

-

alpha  accept/n # MC acceptance ratio
par(mfrow=c(1, 2)) # 2 graphs per window
hist(accepts[ , 1], freq=FALSE, las = 1, main="", xlab="x",

ng values to matrix
1 # add one to counter

     }
}

accept accept< - +

¬

 ylab="Probability density", ylim = c(0, 1)) 
# histogram of one-dimension probability density
x2  seq(min(c(0, accepts[ , 1])), max(accepts[ , 1]), length.out=100) 
# sequence of 100 values with min, m

¬
ax, average of simulated values

x2  x
curve(dnorm(x, mean(accepts[ , 1]), sd(accepts[ , 1])), col = 2,lty = 2, add = TRUE) 
# add curve to histogram based on values of sequence
plot(accepts, xlab="x acce

¬

( )( ) ( )
pts", ylab="y accepts") # plot accepted values (x,y)

return list alpha,accepts  # return MC acceptance ratio and accepted points ,

}

x y

[ ]

set.seed(19) # seed for regenerating the result
mc.2d(0, 0, 1, 50000) # MC in two dimensions, start from origin 
# 50.000 simulations from U 0,1
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Γράφημα 8.1.4: Δείγμα 50,000 προσομοιωμένων τιμών με τη μέθοδο MC από την 
ομοιόμορφη κατανομή (1ο μέρος: πυκνότητα πιθανότητας - απεικονίζεται η μία 
διάσταση αποδεκτών τιμών εκ των δύο, το 2ο μέρος είναι η γραφική παράσταση των 
(𝑥, 𝑦)	αποδεκτών τιμών) 

 
 

Παρατηρούμε ότι η δειγματοληπτική πυκνότητα πιθανότητας (1ο γράφημα) για τις παραγόμενες 

αποδεκτές τιμές της εξίσωσης (𝑥, + 𝑦, ≤ 1) έχει μια κορυφή γύρω στο 0.5, η οποία είναι 

φυσιολογική επειδή η πραγματική πυκνότητα πιθανότητας της ομοιόμορφης κατανομής είναι: 

  

επομένως,  και η δειγματική πυκνότητα 

πιθανότητας πλησιάζει την πραγματική πυκνότητα πιθανότητας. Επιπλέον, ο αριθμός των 

αποδεκτών τιμών ισούται με 𝛮 = 39,188, από το σύνολο των 50,000 MC προσομοιώσεων, το 

οποίο δείχνει αυτόματα ότι η πιθανότητα αποδοχής με τη μέθοδο MC είναι: 39,188 50,000l =

0.784. Συνεπώς, η δειγματική μέση τιμή ªℎ"���« της κατανομής ισούται με ℎ8aaa =
2
8
∑ 𝑃STℎ(𝑥, 𝑦)X8
972 ≅ 0.784 ⟶ 𝐸&[ℎ(𝑥, 𝑦)] η οποία προσεγγίζει, επίσης, την πραγματική 

μέση τιμή που υπολογίζεται στην εξίσωση (7.5) και ισούται με 𝜋 4l = 0.7853982 ≈ 0.784. Για 

( )
1 ,   

 ,  1, 1
0,     

a x b
f x ό a bb a

x a ή x b

gia
pou

gia

ì ü£ £ï ï= = - =-í ý
ï ïî þ! "

( )
1 1 0.5,   -1 1

1 ( 1) 2
0,   1 ή 1

x
f x

x x

gia

gia

ì ü= = £ £ï ï- -= í ý
ï ï-î þ! "
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χάριν του επιχειρήματος, θα μπορούσαμε να πούμε ότι η αναμενόμενη δειγματική μέση τιμή  

συγκλίνει για σχεδόν κάθε παραγόμενο δείγμα στο  𝐸&[ℎ(𝑥, 𝑦)] με βάση το NMA. 

Το δεύτερο μέρος του γραφήματος (8.1.4) δείχνει ότι τα παραγόμενα (αποδεκτά) δείγματα και 

για τις δύο διαστάσεις  σχηματίζουν το αναμενόμενο μοτίβο δηλ. κύκλος. 

Επαναλαμβάνουμε τη διαδικασία προκειμένου να έχουμε το συνολικό δειγματικό μέσο των 

παραγόμενων δειγμάτων, το οποίο θα μειώσει το σχετικό σφάλμα του εκτιμώμενου δειγματικού 

μέσου σε σύγκριση με τον πραγματικό μέσο. 

  

Επαναλαμβάνουμε τη διαδικασία για 100 φορές με 10,000 προσομοιώσεις σε κάθε παραγόμενο 

δείγμα, δηλ. 10d είναι ο συνολικός αριθμός προσομοιώσεων. Συνεπώς, το αποτέλεσμα είναι 100 

τιμές της πιθανότητας αποδοχής της μεθόδου MC. Λαμβάνοντας τη μέση τιμή της συνολικής 

επαναληπτικής διαδικασίας των προσομοιωμένων τιμών, αναμένουμε ότι η μέση τιμή θα 

συγκλίνει στο 𝐸&[ℎ(𝑥, 𝑦)].  

nh

( ),x y

( )####Calculate the mean value of the generated samples MC acceptance ratio  
to verify that the chain converges to true mean####
mc_meanx_2d <- function(n, d, m) {
  y  2 runif(1, 0, d) - 1
  z  2 runif(1

¬ ×
¬ ×

( )

[ ] ( ) [ ]

, 0, d) - 1
  x  c  # assign to x an empty vector
  for (i in 1:m) {

    x   mc.2d y, z, d, n 1  # keep the value of MC acceptance ratio

    acc   mc.2d(y, z, d, n)[[2]][ , 1]*mc.2d(y, z, d, n)[[2]][ ,

i

¬

é ù¬ ë û
¬  2] # joint distribution f(x)*f(y)

 }
  z  mean(x) # finding the mean of the acceptance rates 
  return(list(x, acc)) # return the list of acceptance rates of iterating process
#and accepted points of jo

¬

int distribution
}
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Τα αποτελέσματα της διαδικασίας επανάληψης είναι: 

  

Γράφημα 8.1.5: Πιθανότητα του λόγου αποδοχής MC (100 επαναλήψεις, 10.000 
δείγματα το καθένα) 

 

Το παραπάνω γράφημα επιβεβαιώνει ότι η πιθανότητα αποδοχής MC, η οποία δίνεται από την 

αναμενόμενη μέση τιμή της επαναληπτικής διαδικασίας 

 συγκλίνει στη πραγματική τιμή της πιθανότητας, 

δηλαδή, στη τιμή  𝜋 4l = 0.7853982. Επομένως, ο εκτιμητής MC συγκλίνει στη πραγματική μέση 

τιμή (πιθανότητα) που είναι 𝜋/4 για 𝑑 = 2 και υπολογίζεται αναλυτικά παρακάτω:     

set.seed(14) # seed in order to be able to repeat the process

start.time  Sys.time() # assign the current system time to a vector
system.time(z  mc_meanx_2d(10000, 1, 100)) # assign the output of the 

¬
¬ iterating process to a vector

# returns also the running time
end.time  Sys.time() # assign the current system time to a vector
(time.taken  end.time - start.time) # duration of iterating process

¬
¬

( )
[ ]1  0.78551 4 0.7853982

mean z

p» =

( ) ,    1,...,10.000,    1,...,100 ,ijh i j= =
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𝐸_𝑓	[ℎ(𝑥, 𝑦)] = j jℎ(𝑥, 𝑦)𝑓(𝑥, 𝑦)
?@

𝑑𝑥𝑑𝑦

= j j(𝑥4 + 𝑦4) ∙ 𝑓(𝑥) ∙ 𝑓(𝑦)𝑑𝑥𝑑𝑦
?@

=jj l14 ∙
1

1 − (−1) ∙
1

1 − (−1)𝑑𝑥𝑑𝑦 =
〗j j 1 ∙

1
2 ∙
1
2 𝑑𝑥𝑑𝑦 =?@

1
4?@

∙ j j1𝑑𝑥𝑑𝑦 =
?

1
4@
j [𝑦]%√2%@&

√2%@&
2

%2
=
1
4j 2 ∙ o1 − 𝑥4𝑑𝑥 =

1
2

2

%2
∙
𝜋
2 =

𝜋
4 

 

 

Στο παρακάτω γράφημα (8.1.6), δείχνουμε την πυκνότητα πιθανότητας της από κοινού 

κατανομής 𝑓(𝑥, 𝑦). 

Γράφημα 8.1.6: Πυκνότητα πιθανότητας των τιμών της από κοινού κατανομής 𝑓(𝑥, 𝑦) 
(10,000 δείγματα, απεικονίζουμε μόνο τις αποδεκτές τιμές που ζουν μεταξύ του εύρους 
[-1,1]) 

 

Όπως παρατηρούμε, ο δειγματικός μέσος της από κοινού κατανομής 𝑓(𝑥, 𝑦) συγκλίνει στον 

πραγματικό μέσο της ομοιόμορφης κατανομής στο διάστημα  που είναι μηδέν. Σε 

αντίθεση με την πυκνότητα πιθανότητας της ομοιόμορφης κατανομής σε μία διάσταση 𝑓(𝑥),  

γράφημα (8.1.4), το μοτίβο της από κοινού κατανομής 𝑓(𝑥, 𝑦), όπως αναμέναμε λόγω ΚΟΘ, 

[ ]1,1 ,-
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ακολουθεί την κανονική κατανομή με μέση τιμή (𝜇 = 0) και τυπική απόκλιση (𝑠 = 0.4). 

Υπολογίζουμε τη δειγματική τυπική απόκλιση 𝑠	̂ που είναι ίση με 0.247 ≅ 0.3 ≈ 0.4 και 

πλησιάζει τη πραγματική τυπική απόκλιση τη κανονικής κατανομής. Λαμβάνοντας υπόψη τα 

παραπάνω, σχεδιάζουμε μόνο τα αποδεκτά σημεία του 𝑓(𝑥, 𝑦), από τα οποία υπάρχουν σχεδόν 

2,000 σημεία έξω από το εύρος του  με αποτέλεσμα το δείγμα να έχει μεγαλύτερη 

μεταβλητότητα που πλησιάζει ακόμη περισσότερο την πραγματική τυπική απόκλιση 𝑠, που 

ισούται με 𝑠 = 0.4. 

Υπολογίζουμε τώρα το ολοκλήρωμα του μοναδιαίου δίσκου (𝐷) που είναι ο στόχος της 

παρούσας διατριβής. 

  

Γνωρίζοντας ότι ο όγκος (εμβαδό) του κύκλου ισούται με 𝜋, εξίσωση (8.7), οπότε, το εκτιμώμενο 

εμβαδό του χωρίου είναι  Για χάριν του επιχειρήματος, θα μπορούσαμε 

να πούμε ότι η επαναληπτική διαδικασία μέσω της δειγματοληψίας MC δίνει μια καλή εκτίμηση 

για το ολοκλήρωμα του κύκλου: 

  

Σε προηγούμενο κεφάλαιο, (3.2), αναφέραμε ότι η εκτίμηση του όγκου της περιοχής 

ολοκλήρωσης είναι ένα σημαντικό πεδίο των εφαρμογών MC. Υπολογίζουμε τον όγκο των 

σφαιρών υψηλής διάστασης για να εξετάσουμε τη σταθερότητα της μεθόδου ενώ αυξάνουμε τις 

διαστάσεις και ενώ ο χώρος παραμορφώνεται. Εκτιμούμε τα σχετικά σφάλματα εκτίμησης του 

όγκου της περιοχής ολοκλήρωσης με τη μέθοδο MC (υπερσφαίρα) και επαναλαμβάνουμε τη 

διαδικασία μέσω της μεθόδου MCMC. 

Η συνάρτηση που αναπτύσσεται στη γλώσσα R για τη μέθοδο MC σε 𝑘 − διαστάσεις είναι 

παρόμοια με τη συνάρτηση που χρησιμοποιήθηκε προηγουμένως για τις δύο διαστάσεις: 

[ ]1,1 ,-

2( ( [[1]]) (2 )) # mean of the iterating process muliplied by 2 ,   dimensions.
[1] 3.141796 # R output

k
estimatedB mean z k< - ×

>

2

^

2 3.141796 .B B= !

[ ]

2

1

###The error of estimation of B  area is 0.0002 or relative error is 0.01%
(estimated_error_perc <- round(abs(1 - (B_estimated/B_true)), 4) 100)
1  0.0

×
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Επαναλαμβάνουμε τη διαδικασία για εκατό φορές με 10,000 δείγματα σε κάθε επανάληψη. Η 

μέθοδος είναι η ίδια με αυτήν που χρησιμοποιήθηκε προηγουμένως στις δύο διαστάσεις μόνο 

που την υλοποιούμε για 𝑘 = 10 διαστάσεις. Η αναμενόμενη μέση τιμή της πιθανότητας του 

λόγου αποδοχής MC συγκλίνει στο πραγματικό μέσο, δηλαδή, 

1
𝑛R𝑃STℎ(𝑥;)X → 𝐸&[ℎ(𝑥2, … 𝑥B)] = 𝑃r(𝑥;)𝜖𝐷C?5D<E5CD<Ds =

𝐵B

2B =B723
2.550164

223

8

972

= 0.002490395, 𝑖 = 1, . . , 𝑘 

Τα αποτελέσματα της επαναληπτικής διαδικασίας (αναμενόμενη μέση τιμή της πιθανότητας 

αποδοχής MC) είναι: 

  accept  0  # counter
  x  (2 runif(k, 0, d) - d) # dimensions, 
#  range of Uniform distribution
  data  c(x) # assign value x to vector
accepts  matrix(data, 1, k) # matri

. ( , , ){mc d function n d k

k
d

¬
¬ × -

<

¬

-

-
¬

[ ]
2

m

x

 

 of

0

 dat
(   1: ) {

( (2 ( ,0, ) )) #simulate k - values  fro U ,1

( ( ) 1) { # validate if k - dimensions vector exists in hy

a (1 row, k - columns

persphere
(

)
for i in n
x t matrix runif k d d

if sum x
accepts rbind accep

¬ × -

<=
< -

alpha  accept/n # MC acceptance ratio
  x1  accepts # accepted values 
  par(mfrow=c(1, 2)) # two graphs per window
  pl

, ( )) # append accepts in data frame
1 # add one to counter

   }
}

ts c x
accept accept< - +

¬
¬

ot(density(accepts[ , 1]), main = "") # density plot of one-dimension
  abline(v = mean(accepts[, 1]), col = "red", lwd = 1, lty = 3) # add the line of mean value
  text(mean(accepts[ , 1]), 0.1 , round(mean(accepts[ , 1]), 3)) # add the mean value as text
  plot(accepts, xlab="x accepts", ylab="y accepts") 
  return(list(alpha, accepts))
  }
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Γράφημα 8.1.7: Πιθανότητα αποδοχής MC (100 επαναλήψεις, 10,000 δείγματα το 
καθένα, k = 10 - διαστάσεις) 

 

Παρατηρούμε στο γράφημα  ότι η κορυφή της πυκνότητας πιθανότητας, για 100 

δείγματα του λόγου αποδοχής MC σε μια υπερσφαίρα δέκα διαστάσεων, είναι η τιμή . 

Υπολογίζουμε τον όγκο της υπερσφαίρας σε κλειστή μορφή, προκειμένου να μπορούμε να 

εκτιμήσουμε το σχετικό σφάλμα μεταξύ του εκτιμώμενου όγκου της υπερσφαίρας μέσω της 

διαδικασίας MC και του πραγματικού όγκου της σφαίρας δέκα διαστάσεων. Ο πραγματικός 

όγκος της σφαίρας δίνεται από: 

   

Επομένως, ο όγκος της υπερσφαίρας δέκα διαστάσεων ισούται με:  

  

( )
[ ]

#The expected mean value of the distribution

1  0.002515 #R output

 mean z

( )8.1.7

0.0025

( )8.8
2

.
1

2

k

nV k
p

=
æ öG +ç ÷
è ø

( ) ( )

10 5 52

10 2.5501643
0

06.0
10 5 1 5 5 121

97

2

1V p p p
= = = = =

G + ×Gæ öG +ç ÷
è ø
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Ο εκτιμώμενος όγκος δίνεται από την εξίσωση: 

    

Ένα σημείο που πρέπει να ληφθεί υπόψη είναι το σφάλμα εκτίμησης μεταξύ του εκτιμώμενου 

όγκου  και του πραγματικού όγκου  Το σφάλμα εκτίμησης δίνεται από την απόλυτη 

διαφορά του εκτιμώμενου όγκου από τον πραγματικό όγκο. Η εντολή στη γλώσσα R είναι: 

  

Το σχετικό σφάλμα εκτίμησης είναι το ποσοστό του σφάλματος, το οποίο υπολογίζεται μεταξύ 

του πραγματικού και του εκτιμώμενου όγκου: 

  

Ο εκτιμώμενος όγκος πλησιάζει τον πραγματικό όγκο, το εκτιμώμενο σφάλμα είναι μικρό και, ως 

εκ τούτου, συνεχίζουμε την έρευνά μας σε περισσότερες διαστάσεις. Πριν συνεχίσουμε την 

εκτίμηση των σφαιρών σε περισσότερες διαστάσεις, υπολογίζουμε τον αριθμό των δειγμάτων 

που πρέπει να έχουμε προκειμένου να επιτύχουμε καλή ακρίβεια στην αθροιστική πιθανότητα 

του λόγου αποδοχής MC. Αναφέραμε προηγουμένως ότι η γραφική παράσταση της πυκνότητας 

πιθανότητας αποδοχής MC ακολουθεί την κανονική κατανομή. Εάν ανατρέξουμε στο Γράφημα 

(8.1.7), η υπόθεσή μας επικυρώνεται. Η τυπική απόκλιση (𝑠) εκατό εκτιμήσεων του λόγου 

αποδοχής MC ισούται με: 

   

Ο αριθμός των επαναλήψεων είναι 100, συνεπώς, το σφάλμα εκτίμησης για τη πυκνότητα 

πιθανότητας αποδοχής MC είναι Å𝑠𝑑
√𝑛l Æ = Å𝑠𝑑

√100l Æ = 4.404715𝑒 − 05. 

 

( )8.9 ( ) 1

1 0

^ ^
10 0

10

0 1

1 0.00252 ,..., 2 15 2.57536k HyperSphereB x

V

P

B

x Dé × =ù= × Îë û
=

= !

!

^
10B 10.V

[ ] 10

round((estimated_error <- abs(B_true - B_estimated)), 3)
The error of area B  estimation is 0.0251  0.025 #

[ ] 10

(estimated_error_perc <- round(abs(1 - (B_estimated/B_true)), 4)*100)
The relative error of area B  estimation is 0.99%1  0.99 #

( )
[ ]

 #standard deviation of one hundred sampl

5

es (z) of MC accetan

7

c

1  0.0004404 1

e ratiosd z
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Το σφάλμα εκτίμησης των συσσωρευτικών πιθανοτήτων της κανονικής κατανομής με μέση τιμή 

𝑚𝑒𝑎𝑛(𝑧) και τυπική απόκλιση 𝑠𝑑(𝑧) υπολογίζεται λαμβάνοντας τη διακύμανση των 

συσσωρευτικών πιθανοτήτων, οπότε, έχοντας τη διακύμανση, υπολογίζουμε την τυπική 

απόκλιση και, εν συνεχεία, διαιρώντας με το μέγεθος των δειγμάτων έχουμε το σφάλμα 

εκτίμησης. 

Ο αριθμός των επαναλήψεων είναι 100, με αποτέλεσμα η τυπική απόκλιση των συσσωρευτικών 

πιθανοτήτων είναι: 

 

  

Επομένως, το σφάλμα εκτίμησης των κανονικών σωρευτικών πιθανοτήτων είναι 

Å𝑠𝑑(𝑐𝑢𝑚𝑝𝑟𝑜𝑏)
√𝑛
\ Æ = Å0.278874

√100l Æ = 0.0278874 ή 2.8%. Εάν θέλουμε να επιτύχουμε 

μεγαλύτερη ακρίβεια της συσσωρευτικής πυκνότητας πιθανότητας της κανονικής κατανομής 

 πρέπει να αυξήσουμε τον μέγεθος των δειγμάτων προκειμένου να 

έχουμε ένα σφάλμα εκτίμησης παρόμοιο με το εκτιμώμενο σφάλμα της κανονικής κατανομής 

αποδοχής MC που είναι 4.404715𝑒 − 05. 

Τέλος, οι φορές που πρέπει να αυξήσουμε το μέγεθος των δειγμάτων σε κάθε επαναληπτική 

διαδικασία δίνεται από το λόγο των εκτιμώμενων σφαλμάτων:  

l𝑠𝑑(𝑐𝑢𝑚𝑝𝑟𝑜𝑏)
√𝑛
~ �

4.404715𝑒 − 05
~ = 0.0278874

4.404715𝑒 − 05� = 633 ≅ 6 ∙ 104. 

Αν θέλουμε να έχουμε ακρίβεια  > (1 − 3 ∗ 10/e) = 0.997 (99.7%) ή σφάλμα εκτίμησης < 3 ∙

10/e, πρέπει να αυξήσουμε το πλήθος των επαναλήψεων 600 φορές, το οποίο σημαίνει ότι 

πρέπει να πάρουμε 600 ∙ 100 = 60,000 επαναλήψεις με 10,000 προσομοιώσεις σε κάθε 

επαναληπτική διαδικασία 2𝑛 = 𝑂 23!
"
4 = 6 ∙ 𝑂 k !

!#$
m = 6 ∙ (10,), = 6 ∙ 10,000 = 60,0004 

δηλ. συνολικά 6 ∙ 10f ∗ 10f = 6 ∙ 10g = 600𝛭 δείγματα. 

( ) ( )
cumprob  pnorm(z, mean(z), sd(z)) #vector of cumulative probabilities of
#Normal distribution with mean = mean  and z sd sd z

¬

=

( )
[ ]1  0.278874 #R output

sd cumprob

( ) ( )( ), var ,N mean z z
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Με λίγα λόγια, η αύξηση των διαστάσεων επηρεάζει το μέγεθος των δειγμάτων, το οποίο 

αυξάνεται δραματικά, εάν επιθυμούμε μια καλή ακρίβεια της στοχευμένης κατανομής της 

μεθόδου MC. 

Εν τω μεταξύ, αποδεικνύουμε την εξίσωση  

Περιοχή Gaussian: 

Ê 𝑒/_$
0

/0
= Ê 𝑒/_#$𝑑𝑥!

0

/0
Ê 𝑒/_$$𝑑𝑥,
0

/0
=Ë 𝑒/(_#$2_$$)

0

/0
𝑑𝑥!𝑑𝑥, 

Αλλαγή των 𝑥!, 𝑥, σε πολικές συντεταγμένες (𝑟, 𝜃):  

 

Συνεχίζουμε με τη σφαίρα σε τρεις διαστάσεις: 

  

Αλλαγή των 𝑥!, 𝑥,, 𝑥e σε πολικές συντεταγμένες (𝑟, 𝜃, 𝜑):  

  

Έχουμε το αποτέλεσμα για τις τρεις διαστάσεις, συνεχίζουμε με 𝑘 −διαστάσεις: 

  

Αλλαγή των 𝑥!, 𝑥,, … , 𝑥1 σε υπερ-σφαιρικές συντεταγμένες ª𝑟, 𝜑!, … , 𝜑	1/!«: 
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(𝑥24 + 𝑥44 +⋯+ 𝑥B4) = 𝑟4, 𝑑𝑥2𝑑𝑥4…𝑑𝑥B = 𝑟B%2𝑑𝑟𝑑𝛺B%2 

∫𝑑𝛺2 = ∫ 𝑑𝜃 =<72 2𝜋
4=
3 , περίμετρος του κύκλου για δύο διαστάσεις 

∫𝑑𝛺4 = ∫ ∫ 𝑠𝑖𝑛𝜃𝑑𝜃𝑑𝜑4=
F73

=
G73 , επιφάνεια της σφαίρας για τρεις διαστάσεις 

∫ …H
%H ∫ 𝑒%(@'&I⋯I@!&)𝑑𝑥2…𝑑𝑥B = ∫𝑒%<

&𝑟B%2 ∫𝑑𝛺B%2 ,
H
%H 	𝑑𝛺B%2 →	επιφάνεια της 

σφαίρας 𝑘 −διαστάσεων, 𝑆1 

j𝑒%<& 𝑟B%4
1
2���

(<&)
'
&( (!*&)

2𝑟�
<&

𝑑𝑟 =
1
2j𝑒

%K𝑢
B
4%2𝑑𝑢 =

1
2 𝛤 l

𝑘
2����

LMNNM

, 𝑘 ∙ 𝛤(𝑘) = 𝛤(𝑘 + 1)�������������
OPQόSTSUV	LMNNM	

 

j …
H

%H
j 𝑒%X@'&I⋯I@!&Y𝑑𝑥2…𝑑𝑥B =
H

%H

1
2 	𝛤 l

𝑘
2� ∙ 𝑆B  

j …
H

%H
j 𝑒%(@'&I⋯I@!&)𝑑𝑥2…𝑑𝑥B =
H

%H
lj𝑒%@&�

B
= T√𝜋X

B
 

οπότε,  𝑆B =
=
!
&

'
&Z$

!
&,

 

 

   

Προφανώς, ο όγκος μιας σφαίρας δέκα διαστάσεων ισούται με: 

 

Έχοντας την εξίσωση (8.10) μπορούμε να υπολογίσουμε τον όγκο σφαίρας οποιαδήποτε 

διάστασης (𝑘) σε κλειστή μορφή. Οπότε, δημιουργούμε ένα πίνακα αναφοράς για τις μεθόδους 

εκτίμησης MC και MCMC. Υπολογίζουμε την αναμενόμενη μέση τιμή (πιθανότητα), τον όγκο της 

( ) ( )
 independent of 1

1 1 ,
k kS r r

k k k
k k k k k

SrV r S r dr S r dr S r dr S
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- -= = × = = =ò ò ò
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σφαίρας σε κάθε διάσταση, παράλληλα με το σχετικό σφάλμα της εκτίμησης όγκου. Οι 

διαστάσεις που λαμβάνονται υπόψιν για τον υπολογισμό μας είναι οι εξής: 

 

Είναι γνωστό από τη βιβλιογραφία ότι ο αναμενόμενος χρόνος (βήματα) για την επιστροφή στην 

ίδια κατάσταση (σημείο μέσα στον κύκλο, ) δίνεται από την εξίσωση: 

 

   

Εάν επικεντρωθούμε στον χρόνο εκτέλεσης κάθε αποδεκτού σημείου (τα βήματα που 

απαιτούνται, κατά μέσο όρο, για να επιστρέψουμε στην ίδια κατάσταση), η εξίσωση (8.11) 

γίνεται:  

   

Από τις εξισώσεις έχουμε ότι: 

 𝐶 ∙ 𝑁 = 1 ↔ 𝐶 = !
i

 ,   

Η κοινή λογική λέει ότι η σταθερά 𝐶 είναι ένας μικρός αριθμός, ο οποίος προσεγγίζει το μηδέν. 

Προσπαθούμε να εκτιμήσουμε τον αριθμό των βημάτων που απαιτούνται για να έχουμε 

αποδεκτά σημεία (εντός της σφαίρας των δέκα διαστάσεων). Αναμένουμε να έχουμε γραμμική 

συσχέτιση μεταξύ του αριθμού των βημάτων που απαιτούνται για την εκτέλεση της διαδικασίας 

MC και του αριθμού των αποδεκτών σημείων. Εξετάζουμε τη γραμμική συσχέτιση σε δέκα 

διαστάσεις. 

Η επαναληπτική διαδικασία δίνεται από τη συνάρτηση στη γλώσσα R: 

1,...,50,75,100,125,150,200.

( )1,...., 1kh x x =

( )( )1, ,..., 1 ,        1,..., ,j kExp T h x x j n<¥ = =

( )8.11 ( )( )
( )

1 2

1
1 , ,...,

, ,..., 1
Pr ,...,  

k

j k
k x x x

c NExp T h x x
h x x D

×
<¥ = =

é ùÎë û

( )8.12 ( )( )
( )

1 2

1
1 , ,...,

1, ,..., 1 ,   2
Pr ,...,  

k

j k
k x x x

Exp T h x x j
h x x D

<¥ = = =
é ùÎë û

( ) ( )7.11 ,  7.12
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Εκτελούμε τη διαδικασία MC για αποδεκτά σημεία ίσα με  αυξάνοντας 1000 

σημεία σε κάθε επανάληψη, δηλαδή  Τα αποτελέσματα 

απεικονίζονται στον παρακάτω πίνακα: 

Πίνακας 8.1: Αξιολόγηση της γραμμικής συσχέτισης των προσομοιώσεων και του αριθμού των 
αποδεκτών σημείων σε μια μέθοδο Monte Carlo 
 

Row ID Number of  

Simulations 

Accepted 

Points 

Probability Expected Time Constant 

1 408176 1000 0.002449924 408 0.0010 

2 802845 2000 0.002491141 401 0.00050 

3 1212246 3000 0.002474745 404 0.00033 

4 1596916 4000 0.002504828 399 0.00025 

5 2018914 5000 0.002476579 404 0.00020 

6 2390663 6000 0.002509764 398 0.00017 

7 2896745 7000 0.002416505 414 0.00014 

8 3230141 8000 0.002476672 404 0.00013 

mc.10d_run_time function(number_accepts, d, k)
{  
  accept  0 #counter for number of accepts
  data  c(2*runif(k, 0, d) - 1) #map simulated point to a vector
  accepts  matrix(data, 1, k)  #matrix in

¬

¬
¬

¬ cludes the first point of the process
  n  0 # counter for number of steps
  

incremental counter for number of steps
(  1) { #while loop (accept < number of accepts + 1) 

1 #
while accept number accepts
n n

< +
¬

¬

+

2

x  t(matrix(2*runif(k, 0, d) - 1)) #new simulated point
#if x is inside the sphere

accepts  rbind(accepts, x) #x is inserted into the matrix of accepts
accept  accept + 1 #and accept 

( ( ) 1) { if sum x
¬

¬
¬

<=

counter is increasing by 1
     }
  }
 alpha  accept/n # probability of accepting points
 return(n) #return number of steps
} 

¬

1000,...,10000,

1000,2000,3000,...,10000.
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9 3523109 9000 0.002554562 391 0.00011 

10 4064960 10000 0.002460049 406 0.00010 

11  8040000 20000 0.002487562 402 0.00005 

 

Παρατηρούμε στον πίνακα  ότι υπάρχει μια ισχυρή σχέση μεταξύ ανεξάρτητης μεταβλητής 

(αποδεκτά σημεία −	𝑋) και εξαρτημένης μεταβλητής (𝑌 − απόκριση). Τρέχουμε ένα μοντέλο 

γραμμικής παλινδρόμησης στη γλώσσα R για να επικυρώσουμε την υπόθεσή μας. 

  

summary(y)   

Call: 

lm(formula = slope$accepts ~ slope$number_steps, data = slope) 

 

Residuals: 

    Min      1Q  Median      3Q     Max  

-195.24  -21.25  -10.85   27.69  248.44  

 

Coefficients: 

                     Estimate Std. Error t value Pr(>|t|)     

(Intercept)        -2.2806269 82.1651282  -0.028    0.979     

slope$number_steps  0.0024847  0.0000329  75.530 1.05e-12 *** 

--- 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

 

Residual standard error: 120.2 on 8 degrees of freedom 

Multiple R-squared:  0.9986, Adjusted R-squared:  0.9984  

F-statistic:  5705 on 1 and 8 DF,  p-value: 1.052e-12 

( )8.1

y  lm(slope$accepts ~ slope$number_steps, data = slope) #linear regression with y - accepts 
#and x - number of steps, data frame is slope, assign model to y object
®

#summary statistics for linear model
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Η περίληψη αποτελεσμάτων της γραμμικής παλινδρόμησης στην R επικυρώνει την προηγούμενη 

υπόθεση. Ο συντελεστής της ανεξάρτητης μεταβλητής (𝑋) δεν είναι ίσος με το μηδέν 

(𝑝 − 𝑣𝑎𝑙𝑢𝑒 = 1.05𝑒 − 12 ≪ 0.05, 𝜎𝜒𝜀𝛿ό𝜈	𝜇𝜂𝛿έ𝜈), επομένως, η υπόθεση ότι οι συντελεστές της 

γραμμικής παλινδρόμησης είναι μηδέν, απορρίπτεται. Αντιθέτως, η παράμετρος (σταθερός όρος 

της γραμμικής εξίσωσης) είναι μηδέν (𝑝 − 𝑣𝑎𝑙𝑢𝑒 = 0.979 ≫ 0.05), δηλ. η υπόθεση ότι η 

παράμετρος είναι μηδέν γίνεται αποδεκτή. Η εξίσωση της γραμμικής παλινδρόμησης για τα 

αποδεκτά σημεία είναι: 

  

Η αναμενόμενη μέση τιμή της πιθανότητας της επαναληπτικής διαδικασίας είναι σχεδόν ίση με 

τον συντελεστή του 𝑥 της εξίσωσης της γραμμικής παλινδρόμησης. Με λίγα λόγια, η συγκλίνουσα 

πιθανότητα της στοχευμένης κατανομής είναι ο συντελεστής του 𝑥 (κλίση) της γραμμικής 

παλινδρόμησης. Ο μέσος όρος των πιθανοτήτων που εμφανίζονται στον πίνακα (8.1) ισούται με:  

  

που είναι σχεδόν ίσος με τον συντελεστή (κλίση) του μοντέλου γραμμικής παλινδρόμησης 

μεταξύ του μεγέθους των δειγμάτων και του αριθμού των αποδεκτών σημείων: 

  

Παράλληλα, παρατηρούμε ότι ο αναμενόμενος χρόνος (βήματα) που πρέπει να εκτελέσουμε τη 

διαδικασία προκειμένου να έχουμε ένα σημείο μέσα στη σφαίρα των δέκα διαστάσεων είναι 

σχεδόν 400 βήματα. Με βάση το μοντέλο που εφαρμόσαμε, μπορούμε να εκτιμήσουμε τον 

αριθμό των βημάτων που απαιτούνται για οποιονδήποτε αριθμό αποδεκτών σημείων. Για 

παράδειγμα, θέλουμε να εκτιμήσουμε τον αριθμό των βημάτων που απαιτούνται για να έχουμε 

20,000 σημεία εντός της σφαίρας δέκα διαστάσεων. Ο αναμενόμενος χρόνος εκτέλεσης 

(βήματα) για να έχουμε ένα επιτυχημένο σημείο (μέσα στη σφαίρα) δίνεται από την εξίσωση: 

  

0.0024847 xy = ×

( )
[ ]

$

1  0.002481477 #average probability 

mean slope Probability

[ ]  #coefficient of
2

 $ 2  linear regression
0.00248469
y coefficients

( )( )
( )

1 2 10

1 10
1 10 , ,...,

1, ,..., 1
Pr ,...,  

1 1 402 steps
0.002484692

j
x x x

Exp T h x x
h x x D

slope

<¥ = = =
é ùÎë û

= = !
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Συνεπώς, πρέπει να τρέξουμε τη διαδικασία για κατά μέσο όρο 402 βήματα ώστε να έχουμε ένα 

αποδεκτό σημείο μέσα στη σφαίρα. Επομένως, ο αριθμός των βημάτων που απαιτούνται για να 

έχουμε 20,000 σημεία μέσα στη σφαίρα δίνεται από την εξίσωση: 

  

Επιπλέον, λόγω του ΚΟΘ μπορούμε να εκτιμήσουμε την ασυμπτωτική διακύμανση της 

αναμενόμενης μέσης τιμής. Γνωρίζουμε από το θεωρητικό μέρος  ότι για μεγάλο αριθμό 𝑛 

(αριθμός προσομοιώσεων), 

 ,  (ασυμπτωτική διασπορά) 

ακολουθεί μια τυπική κανονική κατανομή 𝑁(0,1) με ένα διάστημα εμπιστοσύνης για την 

εκτίμησή του   Βασιζόμενοι σε αυτό, εφαρμόζουμε μια επαναλαμβανόμενη 

διαδικασία MC προκειμένου να εκτιμήσουμε την ασυμπτωτική διακύμανση της αναμενόμενης 

μέσης τιμής  παράλληλα, σχεδιάζουμε τα αποτελέσματα από την εξίσωση  για να το 

συγκρίνουμε με το μοτίβο της τυπικής κανονικής κατανομής 𝑁(0,1). Η συνάρτηση για την 

εκτίμηση της ασυμπτωτικής διακύμανσης δίνεται από: 

 

  

Επαναλαμβάνουμε τη διαδικασία MC προσομοιώνοντας 10,000 δείγματα για 1,000 φορές (δηλ. 

θα έχουμε 1,000 αναμενόμενες μέσες τιμές).  

  

( ) ( ) .sample = accepted points 402 20, 0000 8,040, 00Exp T × = × =

( )3.1

( )8.14
( )

  n f

n

h E h x
u

- é ùë û ( )
2

2
1

1όπου 
n

nj
j

u h x h
n =

é ù= -ë ûå

( ) .fE h xé ùë û

,nh ( )8.14

####Finding the asymptotic variance of expected mean value in k - 10d####
asym_var  function(l, n, d, k, m){
  x  array(dim = c(m, l))
  for (i in 1:l) {
    x[ ,i]  (mc_meanx_d(n, d, k, m))
  }
 y <- x
 

¬
¬

¬

  return(y)
}

[ ]( )( )  #apply the variance function of R in each columnapply normality y  , , 10 , 2, var
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Παρατηρούμε ότι η ασυμπτωτική διακύμανση προσεγγίζει τη διακύμανση της τυποποιημένης 

κανονικής κατανομής, η οποία είναι ίση με 1. Επιπλέον, η μέση τιμή των διακυμάνσεων 

(αποτελέσματα παραπάνω) είναι 1. Με βάση τα αποτελέσματα της R, αναμένουμε το 

ιστόγραμμα των αποτελεσμάτων, η εξίσωση της κανονικοποίησης  να είναι παρόμοια με 

το μοτίβο της τυποποιημένης κανονικής κατανομής. 

Γράφημα 8.1.8: Ιστόγραμμα των αποτελεσμάτων της κανονικοποιημένης κατανομής, 

εξίσωση(8.14) 

 

Προφανώς, το μοτίβο της πυκνότητας πιθανότητας ακολουθεί την τυποποιημένη κανονική 

κατανομή (η κόκκινη γραμμή είναι η πυκνότητα πιθανότητας των αποτελεσμάτων, η μπλε 

διακεκομμένη γραμμή είναι η θεωρητική πυκνότητα πιθανότητας της τυποποιημένης κανονικής 

κατανομής). 

[ ]
[ ]
1  1.0991377 0.9631081 1.1216762 0.7927417 1.0828812 1.2019338 1.0775831 0.8778735

9  0.8858968 0.9019475 #R output

( )8.14 ,
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Προχωράμε με την εκτίμηση του όγκου της σφαίρας σε περισσότερες διαστάσεις 

χρησιμοποιώντας τις προσομοιώσεις MC. Οι διαστάσεις που εξετάζονται είναι οι 

Υπολογίζουμε τον όγκο της σφαίρας σε κλειστή μορφή 

(πραγματικός όγκος της σφαίρας), τον εκτιμώμενο όγκο της σφαίρας και το σχετικό σφάλμα 

μεταξύ τους όγκου της πραγματικής και της εκτιμώμενης σφαίρας. Τα αποτελέσματα 

απεικονίζονται στον παρακάτω πίνακα: 

Πίνακας 8.2: Εκτιμήσεις του όγκου της σφαίρας 𝑘 − διαστάσεων με προσομοιώσεις MC 
(500,000 προσομοιώσεις σε κάθε διάσταση 𝑘) 
 

Dimensions 

(k) 

Volume of  B – 

sphere 

Probability 

(MC estimator) 

Estimation of B -   

sphere’s Volume 

Relative MC 

Error (%) 

1 2 1 2 0 

2 3.141592654 0.78944 3.139776 0.06 

3 4.188790205 0.524268 4.194144 0.13 

4 4.934802201 0.308236 4.931776 0.06 

5 5.263789014 0.164958 5.278656 0.28 

6 5.167712780 0.080476 5.150464 0.33 

7 4.724765970 0.036538 4.676864 1.01 

8  4.058712126 0.015970 4.088320 0.73 

9 3.298508903 0.006338 3.245056 1.62 

10 2.550164040 0.002496 2.555904 0.23 

11  1.884103879 0.000886 1.814528 3.69 

12 1.335262769 0.000334 1.368064 2.46 

13 0.910628754 0.000108 0.884736 2.84 

14 0.599264529 0.000040 0.655360 9.36 

15 0.381443281 0.000010 0.327680 14.09 

16 0.235330630 0.000006 0.393216 67.09 

17 0.140981107 0.000002 0.262144 85.94 

18 0.082145887 0.000000 0.000000 100.00 

19 0.046621601 0.000000 0.000000 100.00 

20 0.002580689 0.000000 0.000000 100.00 

Εισάγουμε στον πίνακα τις τιμές έως 𝑘 = 20 διαστάσεις επειδή το σχετικό σφάλμα (%) από τη 

18η διάσταση είναι 100%. Υπολογίζουμε σε κλειστή μορφή τον όγκο για οποιαδήποτε σφαίρα 

1,...,50,75,100,125,150,200.
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𝑘 − διαστάσεων χρησιμοποιώντας την εξίσωση  Αυτό θα μπορούσε να σημαίνει ότι 

μπορούμε να βασιστούμε σε προσομοιώσεις MC για την εκτίμηση του όγκου της 𝛣 − σφαίρας 

έως τη 14η διάσταση (σχετικό σφάλμα < 10%). Το σχετικό σφάλμα είναι μεγάλο μετά τη 18η  

διάσταση επειδή χρειαζόμαστε μεγάλο αριθμό προσομοιώσεων για να έχουμε σημεία εντός της 

σφαίρας 18 διαστάσεων. Υπολογίζουμε τον αριθμό των δειγμάτων που απαιτούνται με βάση τις 

προηγούμενες εξισώσεις  Ο πραγματικός όγκος της σφαίρας 18 διαστάσεων δίνεται 

από τον πίνακα  

 Βάση της εξίσωσης , ο εκτιμητής MC υπολογίζεται από: 

 

Επομένως, ο αναμενόμενος χρόνος επιστροφής στην ίδια κατάσταση  

ισούται με: 

 

Λαμβάνουμε 500,000	δείγματα MC σε κάθε διάσταση. Επομένως, δεν έχουμε κανένα σημείο 

μέσα στη σφαίρα μετά τη 18η διάσταση  

( )8.8 .

( )8.11,8.12 .

( )8.2 ,

18 0.082145887.B = ( )8.9
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Γράφημα 8.1.9: Εκτιμητής MC (πιθανότητα αποδοχής) σε σχέση  με τον αριθμό των 
διαστάσεων 𝑘 = (1,2, … ,20) 

 

Παρατηρούμε στο γράφημα (8.1.9) ότι η πιθανότητα να έχουμε σημεία μέσα στη σφαίρα είναι 

σχεδόν μηδενική μετά τη 16η διάσταση. Στην ουσία, αυξάνεται ο χρόνος για να έχουμε ένα 

σημείο μέσα στην υπερσφαίρα. Η πιθανότητα είναι μηδενική (μετά τη 16η διάσταση) διότι ο 

αριθμός των προσομοιώσεων που απαιτούνται για να έχουμε ένα σημείο τουλάχιστον μέσα στην  

υπερ-σφαίρα είναι μεγαλύτερος από 500,000. 

Η ουσία είναι ότι οι προσομοιώσεις MC είναι μια αξιόπιστη μέθοδος για την εκτίμηση του όγκου 

ενός χωρίου έως ότου επιτευχθεί ένα κρίσιμο σημείο σχετικά με τον αριθμό των διαστάσεων 

(18η διάσταση). Για παράδειγμα, χρειαζόμαστε 10g προσομοιώσεις σε 18 διαστάσεις για να 

έχουμε σχεδόν 30 σημεία μέσα στην υπερσφαίρα. Αυτό θα μπορούσε κάλλιστα να σημαίνει ότι 

το σφάλμα εκτίμησης σε 10g προσομοιώσεις είναι  Γνωρίζουμε 

ότι η πραγματική πυκνότητα πιθανότητας θα είναι  

οπότε, χρειαζόμαστε ένα σφάλμα εκτίμησης της τάξης 10/g για να έχουμε έναν καλό MC 

εκτιμητή, δηλαδή, (10g), = 10!d προσομοιώσεις MC. Η κοινή λογική λέει ότι ο αριθμός των 

προσομοιώσεων γίνεται πολύ μεγάλος και αποκλίνει από τη ντετερμινιστική έννοια. Είναι 

δύσκολο να εκτελεστεί μια τέτοια διαδικασία προσομοίωσης ακόμη και σε προηγμένο 

τεχνολογικά υπολογιστή. Είναι πραγαμτικότητα ότι αν είχαμε ένα υπολογιστή να τρέχει από τη 

στιγμή 0 του σύμπαντος δηλ. το big bang, που συνέβη πριν από περίπου 13.8 δισ. χρόνια, θα 

( )
8

1 1 0.0001 0.01% .
10n

= =

180.08214588661/ 2 3.13361689 07,e-=
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μπορούσαμε, με προσομοιώσεις MC, να εκτιμήσουμε με ακρίβεια τον όγκο της σφαίρας μέχρι 

τη 17η διάσταση με βάση τον υπολογιστικό χρόνο.  

Εφαρμόζουμε μια παρόμοια διαδικασία με προσομοιώσεις MCMC προκειμένου να συγκρίνουμε 

τα αποτελέσματα. 

 

8.2 Υπολογισμός του όγκου της σφαίρας σε 𝑘 −διαστάσεις με 

προσομοιώσεις MCMC. 

 

Καταρχάς, συνοψίζουμε τα αποτελέσματα από τη μέθοδο προσομοίωσης MC για την εκτίμηση 

του όγκου χωρίου 𝛣 (υλοποίηση MC). Το MC είναι μια καλή μέθοδος εκτίμησης, αλλά όχι για 

χώρους υψηλής διάστασης, και συνεπώς, διαστρεβλωμένων χώρων. Τα αποτελέσματα της  

εκτίμησης όγκου ήταν καλά (σφάλμα εκτίμησης < 10%) μέχρι και τη 14η διάσταση. Μετά τη 14η 

διάσταση απαιτείται ένας μεγάλος αριθμός προσομοιώσεων  για να προσεγγίσουμε την 

αναμενόμενη τιμή του εκτιμητή MC. Για παράδειγμα, μετά τη 18η  διάσταση, παρατηρήσαμε ότι 

πρέπει να έχουμε έναν τεράστιο αριθμό προσομοιώσεων (10!d	) για να επιτύχουμε ένα μικρό 

σφάλμα εκτίμησης. 

Προχωρούμε με προσομοιώσεις MCMC για την εκτίμηση του όγκου των αντίστοιχων χωρίων. Η 

διαδικασία είναι η ίδια. Εκτιμούμε την αναμενόμενη μέση τιμή (MCMC) για, αρχικά, μία σφαίρα 

δύο διαστάσεων (κύκλος), και επιπλέον, τον όγκο (ή εμβαδό) του χωρίου υπό διερεύνηση καθώς 

και το σχετικό σφάλμα μεταξύ του εκτιμώμενου όγκου της σφαίρας και του πραγματικού της 

όγκου. 

Επαναλαμβάνουμε τη διαδικασία για 𝑘 − διαστάσεις ίσες με 

Εμπλουτίζουμε τον πίνακα  με τα αποτελέσματα της προσομοίωσης MCMC και 

αξιολογούμε τη συγκεκριμένη μέθοδο. 

 

 

( )N>>

1,...,50,75,100,125,150,200.

( )8.2
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8.3 MCMC προσομοιώσεις σε 𝑘 − διαστάσεις 

 

Η συνάρτηση της μεθόδου MCMC σε δύο διαστάσεις στη γλώσσα R είναι η ακόλουθη: 

  

 

mh.2d<-function(starting_point, n, k) 
{
accept  0 # counter
x  starting_point # assign starting_point to a vector
  vec  c(x)  # assign x to a vector
  vec  data.frame(t(vec)) # transform vec to a dat

¬
¬

¬
¬

( ) ( )
2

can (runif(k-1, -1/( 1), 1/( 1))) + x # sample k -

e

 1 values from Uniform
-1 1# distribution wit

a

h range ,1 1

sphe #

 fram

h

e
 for 

g

(i in 2

g

:n) 

re  sum(can )  t e a gre at
s

u

{

a
if ( p

ion of sq re
h

d valu  
e

es
r

k k

k k

¬ - -

- -

¬
  1) { # if the aggregation is 1 we accept the transition 

      x  can  # x becomes candidate
      vec[i, ]  x # x (can) is added in data frame
    }
 else {
      vec  rbind(vec, x) # else vec (dat

£ £
¬

¬

¬

[ ]
2 2 u

a frame) takes the previous values of x 
    }
 }
 last_step c((runif(1,  -1, 1))) # simulate one value f

if(sum(

r

last

o

_st

d

ep

 om Unif rm
# istr u

, x ) < 

 

1) #

n

 if

t

 t

n

h

b

e

t

 

e

a

i io  wi h ra g 1,

g i

1  

gregat on of sq

¬

-

alpha  accept # alpha is equal to accept (counter)
return(list(vec, alpha, mean(x))) # the function returns in a list the simulated values, 
#

ared values is  1 
# we add one in counter
accept accept + 1

¬
¬

!

( ) the counter values 0,1  and the mean value of x
}
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Παίρνουμε 𝑚 επαναλήψεις της συνάρτησης MCMC για 𝛮 βήματα σε κάθε επανάληψη 

προκειμένου να έχουμε έναν καλό εκτιμητή MCMC σχετικά με την αναμενόμενη μέση τιμή 

(πιθανότητα). Χρησιμοποιούμε την παρακάτω συνάρτηση επανάληψης στην R: 

  

Υπολογίζουμε τον εκτιμητή MCMC σε δύο διαστάσεις δηλ. για  και 

10𝑘, 20𝑘, 50𝑘, 100𝑘 βήματα. Η αναμενόμενη μέση τιμή για κάθε αριθμό προσομοιώσεων (𝑁 − 

βήματα) και 𝑚− επαναλήψεις απεικονίζονται στο γράφημα  

Γράφημα 8.3.1: Τιμές του εκτιμητή MCMC (100 επαναλήψεις, 10𝑘, 20𝑘, 30𝑘, 50𝑘, 
100𝑘 δείγματα σε κάθε επανάληψη) 

 

Είναι προφανές ότι η πραγματική σύγκλιση του εκτιμητή MCMC συμβαίνει μεταξύ των  και 

των  βημάτων. Γνωρίζουμε ότι η πραγματική πιθανότητα σε δύο διαστάσεις είναι 

mh_meanx_2d function(steps, k, d, m) {
  x  c() #x is an empty vector
  acceptance  c() #acceptance is an empty vector
  for (i in 1:m) {
    startvalue <- runif(k - 1 , -1, 1)
    x[i]  list(mh.2d(c(s

¬
¬

¬

¬ tartvalue), steps, k, d)) 
# x is a list of the iterates of function mh.2d 
  }
  return(x) # the function returns list x
}

2,  1,  100k d m= = =

( )8.3.1 :

50k

100k
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 Υπολογίζουμε την αναμενόμενη μέση τιμή του εκτιμητή MCMC για τον 

προαναφερόμενο αριθμό βημάτων, δηλαδή, 

  

Η κοινή λογική λέει ότι το σφάλμα εκτίμησης είναι χαμηλό, εάν λάβουμε υπόψη ότι η πραγματική 

τιμή της πιθανότητας είναι   

  

Το σχετικό σφάλμα της εκτίμησης του εμβαδού του κύκλου με προσομοιώσεις MCMC 

(αλγόριθμος Metropolis - Hastings) είναι: 

  

Η πιθανότητα των αποδεκτών βημάτων για μία από τις δύο διαστάσεις παρουσιάζεται στο 

γράφημα  

0.7853982.

[ ] 5
round(mean(prob), 3) #The expected mean value of the probability densit
1  0.78

y

0.7853982.

[ ] .

##The error of the area estimation is the absolute value of B_true - B_estimated#
(estimated_error abs(B_true[2] - B_estimated))
#The error of estimation of B area is 0.002
round(estimated_error, 3)
1  0

¬

002

[ ] 5

#The relative error of volume estimation of B area (circle) is 0.05%
(estimated_error_perc  round(1 - (B_estimated/B_true[2]), 4)*100) 
1  0.0

¬

( )8.3.2 :
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Γράφημα 8.3.2: Η πυκνότητα πιθανότητας των αποδεκτών σημείων (38,000 βήματα, 1 
διάσταση) 

 

Προφανώς, η γραφική παράσταση του παραπάνω γραφήματος ακολουθεί των ομοιόμορφη 

κατανομή με εύρος  επειδή η κατανομή – στόχος της μαρκοβιανής αλυσίδας είναι μια 

ομοιόμορφη κατανομή. 

Εκτιμούμε τώρα την ταχύτητα σύγκλισης στη πραγματική πιθανότητα για τον εκτιμητή MCMC. 

Υπενθυμίζουμε, από το προηγούμενο κεφάλαιο της συγκεκριμένης διατριβής , ότι στη 

μέθοδο MC για να έχουμε ένα καλό σφάλμα εκτίμησης της τάξης του 10/e της αναμενόμενης 

μέσης τιμής, πρέπει να έχουμε ένα προσομοιωμένο δείγμα (10e), = 10d παρατηρήσεων. 

Δημιουργούμε μια επαναληπτική συνάρτηση για να εκτιμήσουμε τον αριθμό των βημάτων που 

χρειάζεται η αλυσίδα προκειμένου να προσεγγίσει την πραγματική πιθανότητα. 

Η επαναληπτική συνάρτηση στην R είναι: 

[ ]1,1 ,-

( )8.1
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Με λίγα λόγια, αναζητούμε ακρίβεια στο τρίτο ψηφίο της αναμενόμενης μέσης τιμής 

(πιθανότητα) σε σύγκριση με την πραγματική μέση τιμή. Ο στόχος επιτυγχάνεται σε 2.2𝑘 βήματα. 

 

  

Η κοινή λογική λέει ότι το MCMC είναι μια καλύτερη μέθοδος με βάση τον υπολογιστικό χρόνο 

(αριθμός βημάτων). Όπως αναφέραμε, η μέθοδος MC για ένα σφάλμα εκτίμησης της τάξης  

χρειάζεται 10d προσομοιώσεις. Μπορούμε να επικυρώσουμε την υπόθεση εκτελώντας τη 

συνάρτηση MC σε δύο διαστάσεις για 10d προσομοιώσεις. 

optimal_steps  function(l, accept) {
  n  0 #counter
  i  1 #counter
  x  c() #x is an empty vector 
  while(round(pi/4, 3) > round(mean(accept), 3) | round(pi/4, 3) < round(mean(accept), 3)) {
    n 

¬
¬
¬
¬

¬  n + 1 #add one to counter
    x   mh_meanx_2d(k[i], l, 30) #30 iterations for same k (steps)
    for (j in 2:30) {accept  c(accept, x[[j]][[2]])} #map the probabilities (0,1) to accept vector
    i  

¬
¬

¬ i + 1 #add one to counter
  }
  y  accept #y is accept
  #Finding the optimal number of steps for MCMC estimator convergence 
  return(list(y, k[i]))###The function returns the probability
  ###and the k[

¬

i] value that is the number of steps  
}

[ ] t

round(mean(alpha[[1]]), 3) == round(pi/4, 3) #validation of the convergence function
# equality in three digits between estimated and true probability dens
1  TRUE 

i
#R o

t
utpu

y

[ ] s

#We check the number of steps k#
(a
1  2200 #

lp
numb
)

er 
[

of
2

 
[

s
h ]]

tep
a

310-
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Η διάρκεια των 10d προσομοιώσεων είναι σχεδόν 45 λεπτά σε έναν συμβατικό υπολογιστή. Από 

την άλλη πλευρά, ο υπολογιστικός χρόνος εκτέλεσης της μεθόδου MCMC με στόχο την ακρίβεια 

στο τρίτο ψηφίο είναι σ  χεδόν 1,5 λεπτό. Η διαφορά είναι τεράστια και κρίσιμη διότι, 

όπως εξετάσαμε στο προηγούμενο κεφάλαιο, ο υπολογιστικός χρόνος της μεθόδου MC 

πλησιάζει το άπειρο για μεγάλη ακρίβεια σε χώρους υψηλής διάστασης (από τη 18η διάσταση 

και έπειτα). 

 

Για χάριν του επιχειρήματος, θα μπορούσαμε να πούμε ότι περιμένουμε διαφορετική 

συμπεριφορά των προσομοιώσεων MCMC σε μια σφαίρα υψηλής διάστασης. Η αναμενόμενη 

μέση τιμή για προσομοιώσεις MC επικυρώνεται με τον παρακάτω κώδικα σε R: 

  

Παρατηρούμε ότι η εκτιμώμενη πιθανότητα στα τρία ψηφία είναι η ίδια με τις προσομοιώσεις 

MC (1𝛭	𝛿𝜀ί𝛾𝜇𝛼) σε σχέση με την πραγματική τιμή της πιθανότητας. Η επικύρωση της υπόθεσης 

δίνεται από: 

6

set.seed(263) #seed for regenerating the output
t12  Sys.time() #system time
test2  mc.2d(0,0, 1, 1000000) #monte carlo function in 2 dimensions for 10
#simulations
t13  Sys.time() #system time
t13 - t

¬

¬

¬

Time difference of 44.70289 mins
12 #duration of running time

t10 Sys.time() # system time
set.seed(262) # seed for regenarating the output
alpha  optimal_steps(2, 1) # assign the output values of optimal_steps
# function to a vector alpha
t11 Sys.time() # system

¬

¬

¬

s

 time
(time.taken t11 - t10) # duration of r
Time differ

unning tim
o

e
ence f 1.24475 min
¬

[ ] y

#Expected mean probability density of MC estimator#
round(mean(test2[[1]]), 3) #test2 is the vector of MC o
1  0.785 #prob

ut
ability

t
 den

u
sit

p
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Συνεπώς, η ακρίβεια επιτυγχάνεται με βάση τον προαναφερθέντα κανόνα. Συνεχίζουμε με 

προσομοιώσεις MCMC (αλγόριθμος Metropolis - Hastings) για τις υπόλοιπες διαστάσεις 

προκειμένου να συγκρίνουμε τα αποτελέσματα ανάμεσα στις δύο μεθόδους. 

Πρέπει να αναφέρουμε ότι το δέλτα κάθε βήματος της μαρκοβιανής αλυσίδας σχετίζεται με την 

κίνηση της αλυσίδας. Για χάριν του επιχειρήματος, θα μπορούσαμε να πούμε ότι ένα μεγάλο 

δέλτα (βήμα) θα οδηγήσει την αλυσίδα σε λίγα βήματα σε σύγκριση με ένα μικρό δέλτα όπου η 

αλυσίδα θα κινείται πάντα αλλά με πολύ μικρά βήματα, επομένως, δεν θα εξερευνήσει τον χώρο 

που είναι και ο επιθυμητός στόχος (εξερεύνηση χώρου υψηλής διάστασης). 

Μετά από κάποια έρευνα, ανακαλύψαμε ότι εάν έχουμε 1 (𝑘 − 1)l  εύρος βήματος για 𝑘 

διαστάσεις, η αλυσίδα κινείται με καλή συχνότητα, σχεδόν τα 3 ⁄ 4 βήματα είναι επιτυχή, υπό 

τους περιορισμούς μιας σφαίρας υψηλής διάστασης, όπου  

διαστάσεις. Συνεπώς, στις συναρτήσεις MCMC, το εύρος του βήματος (δέλτα), για κάθε βήμα της 

αλυσίδας, είναι ένα τυχαίο δείγμα από την ομοιόμορφη κατανομή στο διάστημα 

 Θα το εξετάσουμε στις επόμενες σελίδες. 

Τώρα, εξετάζουμε τη συμπεριφορά των προσομοιώσεων MCMC σε δέκα διαστάσεις, παρόμοια 

με τη διαδικασία MC, όπου μελετήθηκε στο προηγούμενο κεφάλαιο  και, στη συνέχεια, 

εκτελούμε τη διαδικασία για όλες τις υπό διερεύνηση διαστάσεις του πειραματικού μέρους. 

Η συνάρτηση στην R για τη μέθοδο των MCMC προσομοιώσεων σε δέκα διαστάσεις προέρχεται 

από τη συνάρτηση που κατασκευάσαμε στις δύο διαστάσεις και περιγράψαμε προηγουμένως. 

Οπότε, η συνάρτηση είναι: 

[ ] E

# Validation of the equality between probability densities (estimated and true) in 3rd digit#
round(mean(test2[[1]]), 3) == round(pi/4, 3) #equality of probabiliti s
1  TRU

e

2 2 2
1 2 .... 1,  kx x x k+ + + £ -

1 1, .
1 1k k

é ù-ê ú- -ë û

( )8.1
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Κατασκευάζουμε μια παρόμοια επαναληπτική διαδικασία με την περίπτωση των δύο 

διαστάσεων και την τρέχουμε για 10𝑘 βήματα και εκατό επαναλήψεις. 

  

mh.d function(starting_point, n, k) 
{
  accept  0 # counter
  x  starting_point # map the starting point to a vector
 for (i in 2:n) {
can  (runif(k - 1, -1/(k - 1), 1/(k - 1))) + x # generate k-1 valu

¬

¬
¬

¬

( ) ( )
2

es from 
# Uniform distribution, range 1 1 ,1 1

if (sphere  1) { 
x  can # chain moves to candidate (can)
    }
  }
 last_step  c((runif(1, -1, 1))) # one 

sphere sum(can ) #sum of squared candidate 

k k- - -é ùë û
¬

£
¬

¬

[ ]
2 2

value generation from
# the Uniform distribution, range 1,1

 { # check that point remains inside the sphere
    accept  accept + 1 # add one to counter
  }
  alpha  accept # alp

if(sum(last_step , x ) 1)

-

¬

¬

!

ha is equal to accept
  return(list(x, alpha, mean(x))) # return last point of MCMC, alpha and 
# mean value of last point
}

#Calculate the mean value of MCMC estimator (k = 10 dimensions)#
mh_meanx_10d  function(steps, k, m) {
  x  c() # x is an empty vector
  acceptance c() # acceptance is an empty vector
  for (i in 1:m) 

¬
¬

¬
{

    startvalue  runif(k - 1 , -1/(k - 1), 1/(k - 1))# generate k-1 values from  Uniform distribution
    x[i]  list(mh.d(c(startvalue), steps, k)) # repeat the chain m times
  }
  return(x) # return v

¬
¬

alues of the iterating process
}
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Ο εκτιμητής MCMC (πιθανότητα) για μια σφαίρα δέκα διαστάσεων ισούται με: 

  

Η πραγματική πιθανότητα της μεθόδου MCMC δίνεται από την εξίσωση: 

 διαστάσεις 

Η εξίσωση  προκύπτει από τον όγκο του υπερ-κυλίνδρου σε 𝑘 − διαστάσεις. Στη μέθοδο 

MCMC του πειραματικού μέρους, προσομοιώνουμε 𝑘 − 1 τιμές (διαστάσεις) από την 

ομοιόμορφη κατανομή και προσθέτουμε μία τιμή (διάσταση) της ομοιόμορφης κατανομής στο 

εύρος  ώστε να έχουμε 𝑘 − συνολικές διαστάσεις. Η πιθανότητα ενός σημείου να 

βρίσκεται μέσα στην υπερ-σφαίρα (𝐵1 	) του υπερ-κυλίνδρου (𝐶1 	) δίνεται από την εξίσωση: 

 

Γνωρίζουμε ότι ο όγκος του υπερ-κυλίνδρου είναι ο πολλαπλασιασμός της βάσης (που είναι ο 

δίσκος 𝑘 − 1 διαστάσεων) με το ύψος του υπερ-κυλίνδρου που ισούται με 2 (εύρος [−1,1]). 

Επιπλέον, γνωρίζουμε από το ΝΜΑ ότι εάν επαναλάβουμε τη διαδικασία MCMC για 𝑚 φορές (𝑛 

βήματα σε κάθε φορά), ο εκτιμητής MCMC  θα συγκλίνει για σχεδόν κάθε 

παραγόμενο δείγμα στη πιθανότητα  

Είναι προφανές ότι οι προαναφερθείσες εξισώσεις μπορούν να χρησιμοποιηθούν για να 

εκτιμηθεί ο όγκος της υπερσφαίρας σε 𝑘 − διαστάσεις, για οποιαδήποτε 𝑘. 

 

Έχουμε υπολογίσει τον πραγματικό όγκο της σφαίρας (κλειστή μορφή) για τις διαστάσεις που 

ερευνώνται, πίνακας (8.2). Συνεπώς, μπορούμε να υπολογίσουμε την πραγματική πιθανότητα 

για ένα σημείο να βρίσκεται εντός μιας σφαίρας δέκα διαστάσεων, οπότε: 

[ ]
mean_estimated
1  0.38

( )8.15 [ ]
1

,  
2

k
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k
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×
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Προφανώς, ο εκτιμητής MCMC (αναμενόμενη μέση τιμή) που υπολογίσαμε με τη μέθοδο MCMC 

(0.38) πλησιάζει την πραγματική μέση τιμή (0.387), δηλ. τη πιθανότητα να έχουμε ένα σημείο 

εντός της σφαίρας των δέκα διαστάσεων. Είναι ενδιαφέρον να εξετάσουμε πόσο γρήγορα η 

εκτιμώμενη πιθανότητα του MCMC συγκλίνει στην πραγματική πιθανότητα προκειμένου να 

είμαστε σε θέση να το συγκρίνουμε με το αποτέλεσμα της μεθόδου MC. 

Αναζητούμε ακρίβεια στο τρίτο ψηφίο παρόμοιο με τη μέθοδο MC. Δημιουργούμε μια 

συνάρτηση που εκτελείται με μια προκαθορισμένη ακολουθία αριθμού βημάτων (𝑛) και όταν η 

ακρίβεια του εκτιμητή MCMC είναι ίση με την πραγματική πιθανότητα σε δέκα διαστάσεις η 

διαδικασία τερματίζεται. Η συνάρτηση είναι: 

  

Εκτελούμε τη διαδικασία ξεκινώντας από ένα τυχαίο σημείο και εξετάζουμε τον αριθμό των 

βημάτων μετά τη σύγκλιση του εκτιμητή MCMC. 

[ ]
( ) 6.2

10
10

9

2.550164040 0.3865632 0.387
2 3.2985089032

table

t
BP X B
B

Î = = =
× ×

!

####Optimal steps for convergence 10d####
optimal_steps_10d function(l, accept) {
    n 0 # n is a counter  
    i 1 # i is equal to one
    x  c()
     while(round(true_mean_10d, 3) > round(mean(accep

¬
¬
¬
¬

t), 3) | round(true_mean_10d, 3) < 
     round(mean(accept), 3)) {
  # while the MCMC estimator is not equal to the true probability density in the third digit
      n  n + 1 # add one to counter
      x

¬
   mh_meanx_10d(k[i], l, 30)# 30 iterations for same k (steps)

      for (j in 2:30) {accept  c(accept, x[[j]][[2]])} # probabilities of the iterates
      i  i + 1 #add one to i
    }
    y  accept #

¬
¬

¬

¬  y is equal to accept (probabilities)
    # Finding the optimal number of steps for convergence 
    return(list(y, k[i]))# The function returns the probabilities
    # and the k[i] value that is the number of steps   
}
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Ο εκτιμητής MCMC συγκλίνει στην πραγματική πιθανότητα σε περίπου είκοσι τέσσερα λεπτά, σε 

σύγκριση με τη μέθοδο MC όπου λαμβάνουμε ένα εκατομμύριο δείγματα σε περίπου δεκαέξι 

δευτερόλεπτα ώστε να έχουμε ακρίβεια στο τρίτο ψηφίο (το εκτιμώμενο σφάλμα είναι ίσο με 

10/e ή η ακρίβεια μεταξύ της εκτιμήτριας MC και της πραγματικής μέσης τιμής  είναι στο τρίτο 

ψηφίο). Πρέπει να αναφέρουμε ότι η διαδικασία MC δεν ήταν επαναληπτική. Αντιθέτως, η 

διαδικασία MCMC έφτασε στην πραγματική πιθανότητα σε σχεδόν 5𝑘 βήματα για τριάντα 

επαναλήψεις (150𝑘 συνολικά βήματα) ενώ η διαδικασία MC εκτελείται για ένα εκατομμύριο 

βήματα (περίπου επτά φορές περισσότερα βήματα). Η σύγκλιση επικυρώνεται με τον παρακάτω 

κώδικα σε R: 

  

Η ουσία είναι ότι με τη μέθοδο προσομοιώσεων MCMC (Metropolis - Hastings) η εκτιμώμενη 

μέση τιμή συγκλίνει στη πραγματική μέση τιμή (πιθανότητα) σε μικρότερο αριθμό βημάτων. 

Αυτό είναι σημαντικό επειδή είδαμε ότι κατά τη διαδικασία ολοκλήρωσης με τη μέθοδο MC δεν 

επιτυγχάνουμε καλή ακρίβεια μετά τη 18η διάσταση λόγω του μεγάλου αριθμού 

προσομοιώσεων που πρέπει να λάβουμε, χρειαζόμαστε 10!d προσομοιώσεις για ένα 

εκτιμώμενο σφάλμα της τάξης 10/g, και στην ουσία, αυτός είναι ένας εξαντλητικός αριθμός 

προσομοιώσεων για ένα συμβατικό υπολογιστή. 

# We check in which step of the estimated probabiity density converges to true value#
set.seed(372) # seed for regeneration
start.time  Sys.time() # system time
alpha_10d  optimal_steps_10d(10, 0) # ru

¬
¬

t

n the process
end.time  Sys.time() # system time
time.taken  end.time - start.time

Tim  

 # 

i

dura

e

tion 

n

of the

 

 process
time.ta

2e d ff re ce of 3.926  
k

#
en

24 mins  R outpu

¬
¬

[ ]

[ ] 0

## Validation of the convergence to the true mean probability density##
round(mean(alpha_10d[[1]]), 3) == round(true_mean_10d, 3)

##We check the number of steps k
 1

##
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pha
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Συνεχίζουμε με τις εκτιμήσεις του όγκου των σφαιρών υψηλής διάστασης χρησιμοποιώντας τη 

μέθοδο MCMC (Metropolis - Hastings) για να μπορέσουμε να συγκρίνουμε τα αποτελέσματα με 

τον πίνακα . 

Πίνακας 8.3: Εκτίμηση του όγκου με τον αλγόριθμο MCMC (Metropolis – Hastings) της σφαίρας 
𝑘 − διαστάσεων (10d προσομοιώσεις σε κάθε επανάληψη, αριθμός επαναλήψεων 𝑚 = 10e) 
 

Dimensions 

(k) 

Volume of  B – 

sphere 

Probability 

(MCMC estimator) 

Estimation of B -   

sphere’s Volume 

Relative MCMC 

Error (%) 

1 2.000000000 1.00000 2.0000 0.00 

2 3.141592654 0.78650 3.14600000 0.14 

3 4.188790205 0.65860 4.14391100 1.07 

4 4.934802201 0.59660 4.94451500 0.2 

5 5.263789014 0.52570 5.19866300 1.24 

6 5.167712780 0.49530 5.14979500 0.35 

7 4.724765970 0.45470 4.68322400 0.88 

8  4.058712126 0.43350 4.06035500 0.04 

11  1.884103879 0.36980 1.88398300 0.07 

12 1.335262769 0.34730 1.30861500 0.11 

13 0.910628754 0.33870 0.88645580 0.01 

14 0.599264529 0.32370 0.57389150 2.00 

15 0.381443281 0.31830 0.36533930 2.65 

16 0.235330630 0.30640 0.22387990 4.23 

17 0.140981107 0.30640 0.13719360 4.22 

18 0.082145887 0.29750 0.08163020 4.87 

19 0.046621601 0.29080 0.04747613 2.69 

20 0.002580689 0.27590 0.02619733 0.63 

 

Είναι προφανές ότι ο αλγόριθμος MCMC Metropolis - Hasting μπορεί να διαχειριστεί την 

παραμόρφωση διαστάσεων καλύτερα από τον αλγόριθμο MC. Το σχετικό σφάλμα της εκτίμησης 

του όγκου της υπερ-σφαίρας είναι σχετικά μικρό καθώς οι διαστάσεις αυξάνονται. Για χάριν του 

επιχειρήματος, θα μπορούσαμε να πούμε ότι το σχετικό σφάλμα είναι σχετικά μικρό έως ότου 

φτάσουμε στην 200η διάσταση. Τα αποτελέσματα της εκτίμησης του όγκου για σφαίρες υψηλής 

( )8.2
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διάστασης θα προστεθούν στον τελικό πίνακα που περιέχει τα αποτελέσματα των 

προσομοιώσεων MC και MCMC για παράλληλη σύγκριση. 

Σε αυτό το σημείο, θα δείξουμε την έρευνα σχετικά με τα βήματα (δέλτα) των κινήσεων MCMC. 

Οι διαστάσεις που χρησιμοποιούνται για το σκοπό αυτό είναι οι:  και εξετάζεται η 

κίνηση της αλυσίδας για τις παρακάτω τιμές του δέλτα : 

  

Επομένως, έχουμε πενήντα τιμές για το δέλτα. Στη συγκεκριμένη άσκηση, επιλέξαμε 20𝑘 

δείγματα για κάθε τιμή του δέλτα. Παρακάτω παρατηρούμε ότι ο ρυθμός αποδοχής των 

βημάτων είναι μεγάλος για μικρές τιμές του δέλτα και ενώ αυξάνεται το δέλτα, ο ρυθμός 

πλησιάζει το μηδέν (μεγάλα βήματα οδηγούν την αλυσίδα έξω από τη σφαίρα). Είναι προφανές 

ότι το βέλτιστο δέλτα είναι μικρό. Ερευνούμε το ποσοστό αποδοχής στις πρώτες τιμές του δέλτα 

και το συγκρίνουμε με την εμπειρική βέλτιστη τιμή (για τα βήματα) που είναι  

Γράφημα 8.3.4: Πιθανότητα του εκτιμητή MCMC, 20,000 βήματα, 𝑘 − διαστάσεις 

Το σχήμα δείχνει την πιθανότητα να βρισκόμαστε μέσα στη σφαίρα, ενώ μεταβάλλουμε την τιμή 

του δέλτα (50	τιµές) για σταθερό k −διάσταση και εν συνεχεία μεταβάλλοντας τη τιμή της 

11...20k =

[ ]( )0.1,5 ,  by = 0.1R =

[ ]
[ ]
[ ]

1  0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0 1.1 1.2 1.3 1.4 1.5 1.6 1.7 1.8 1.9 2.0 2.1 2.2 2.3 

24  2.4 2.5 2.6 2.7 2.8 2.9 3.0 3.1 3.2 3.3 3.4 3.5 3.6 3.7 3.8 3.9 4.0 4.1 4.2 4.3 4.4 4.5 
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διάστασης για τις ίδιες τιμές του δέλτα. Θα μπορούσαμε να πούμε ότι η προηγούμενη υπόθεση 

επικυρώνεται επειδή η πιθανότητα να είμαστε μέσα στη σφαίρα είναι σταθερή (στάσιμη 

κατανομή) για μικρές τιμές του δέλτα (η αλυσίδα κινείται) σε σχέση με τις μεγάλες τιμές του 

δέλτα όπου η αλυσίδα πλησιάζει τα όρια της σφαίρας, επομένως, η πιθανότητα παρουσιάζει 

μεγάλη μεταβλητότητα και αποκλίνει (Γράφημα 8.3.5). Ερευνούμε τη τιμή για το βέλτιστο δέλτα, 

όπου η αλυσίδα κινείται με υψηλή συχνότητα και ο εκτιμητής MCMC πλησιάζει την πραγματική 

μέση τιμή (πιθανότητα). 

Γράφημα 8.3.5: Εκτιμητής MCMC για διαφορετικά δέλτα, 20,000 βήματα, 𝑘 =	10 
διαστάσεις, 𝑑𝑒𝑙𝑡𝑎 = (0.1, . . ,5) 

 

Στην ουσία το γράφημα (8.3.5) είναι μεγένθυνση του γραφήματος (8.3.4) για μόνο μία διάσταση 

(10η) δηλ. το κομμάτι του γραφήματος μέχρι το δείκτη του 𝑥 = 50. Είναι προφανές ότι ο 

εκτιμητής MCMC προσεγγίζει τη πραγματική μέση τιμή για μικρές τιμές του δέλτα (< 0.6), ενώ 

καθώς αυξάνεται το δέλτα, η εκτιμήτρια παρουσιάζει μεγάλη διακύμανση με τιμές που δε 

προσεγγίζουν τη πραγματική μέση τιμή. 
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Γράφημα 8.3.6: Ποσοστό αποδοχής βημάτων (δέλτα) σε κίνηση MCMC, 20,000,, 𝑘 =10 
διαστάσεις, 𝑑𝑒𝑙𝑡𝑎 = (0.1, . . ,5) 

  

Οπότε, η εμπειρική βέλτιστη τιμή για το εύρος των βημάτων του MCMC (δέλτα), ενώ αυξάνουμε 

τις διαστάσεις της σφαίρας, είναι !
C
, 𝑘 − διαστάσεις. 

Θυμηθείτε ότι εκτελούμε προσομοιώσεις MCMC σε 𝑘 − 1 διαστάσεις και εκτιμούμε τον όγκο της 

σφαίρας 𝑘 − διαστάσεων προσθέτοντας κάθε φορά μια τυχαία ομοιόμορφη τιμή (διάσταση) στο 

εύρος  Η πιθανότητα ένα σημείο του υπερ-κυλίνδρου να είναι μέσα στη σφαίρα 

διασφαλίζεται από τον περιορισμό του  Επομένως, 

το βήμα (δέλτα) των προσομοιώσεων MCMC ορίζεται σε 𝑘 − 1 διαστάσεις. Αποδείξαμε ότι η 

βέλτιστη τιμή του δέλτα για 𝑘 = 11 διαστάσεις είναι  οπότε, 

προσομοιώνουμε 𝑘 − 1 τιμές από την ομοιόμορφη κατανομή με εύρος Επίσης, 

το ποσοστό αποδοχής για 𝑑 = 0.1 είναι 0.76445 (σχεδόν τα 3 4l  των βημάτων γίνονται αποδεκτά 

και η αλυσίδα κινείται κανονικά) και η τιμή του εκτιμητή MCMC σε έντεκα διαστάσεις είναι 

0.3698, η οποία πλησιάζει την πραγματική μέση τιμή της πιθανότητας που εκτιμήσαμε 

προηγουμένως στον πίνακα (8.3). Ως αποτέλεσμα, καθώς οι διαστάσεις αυξάνονται, 
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διασφαλίζουμε, με τη τιμή του δέλτα 𝑑 = 1
𝑘 − 1l  , ότι έχουμε υψηλή συχνότητα αποδεκτών 

βημάτων >≅ [
>
?, οπότε, η αλυσίδα ερευνά το χώρο και το σχετικό σφάλμα μεταξύ της 

εκτιμώμενης και πραγματικής πιθανότητας είναι μικρό. 

Στην προηγούμενη μέθοδο, τρέχουμε την αλυσίδα για 𝑛 − βήματα, στο τελευταίο βήμα 

προσομοιώνουμε μια τιμή της ομοιόμορφης κατανομής στο εύρος   και εάν ο περιορισμός 

 είναι έγκυρος προσθέτουμε μία μονάδα στον μετρητή του εκτιμητή MCMC. 

Αλλάζουμε το πείραμα ελέγχοντας το περιορισμό της σφαίρας  σε κάθε βήμα 

της αλυσίδας. Η μέση τιμή (πιθανότητα), οποιαδήποτε σημείου που ανήκει στον υπερ-κύλινδρο 

να βρίσκεται μέσα στην υπερ-σφαίρα, δίνεται από το σύνολο των επιτυχημένων σημείων 

διαιρούμενο με τον συνολικό αριθμό βημάτων (τα σημεία που βρίσκονται μέσα στη σφαίρα και 

όχι στο περιθώριο μεταξύ της σφαίρας και του υπερ-κυλίνδρου). 

Με βάση το ΝΜΑ, γνωρίζουμε ότι ο εκτιμητής MCMC  θα συγκλίνει για 

σχεδόν κάθε παραγόμενο δείγμα στο  𝐸&[ℎ(𝑥)]. 

Πως προσομοιώνουμε όμως με τη μέθοδο MCMC? 

Θέτουμε την ενέργεια του συστήματος να είναι: 

• H(𝑥) = ∞, 𝑥 ∉ 𝑆j  

• H(𝑥) = 1, 𝑥 ∈ 𝑆j  

Ορίζουμε την προτεινόμενη κατανομή να είναι η εξής: 

Διαλέγουμε τυχαία μία κατεύθυνση 𝑒B  και: 

𝑦 = 𝑥 + 𝛿𝑈 ∙ 𝑒B , 𝑈~(−1,1) 

Η πιθανότητα μετάβασης από την κατάσταση 𝑥 στη κατάσταση 𝑦 (υποψήφια) ισούται με: 

• 𝑃(𝑥, 𝑦) ∝ 𝑒/\∙k(	_) = 0, 𝑥 ∉ 𝑆j  

• 𝑃(𝑥, 𝑦) ∝ 𝑒/\∙k(	_) = 𝑐, 𝑥 ∈ 𝑆j  
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Πως υπολογίζουμε τη πιθανότητα? 

Τρέχουμε την αλυσίδα στη σφαίρα 𝑆j-! διαστάσεων για  𝑛 βήματα και προσθέτουμε ένα σημείο 

ομοιόμορφα στο κύλινδρο. Η επιπελόν διάσταση είναι ανεξάρτητη στο [−1,1]. Εν συνεχεία, 

εξετάζουμε αν η αλυσίδα, εφόσον έχουμε προσθέσει την επιπλεόν διάσταση, παραμένει στη 

σφαίρα των (𝑑) −διαστάσεων ή όχι, ελέγχοντας όμοια με τη διαδικασία MC αν το τετραγωνικό 

άθροισμα των συντεταγμένων είναι ≤ 1. Στη περίπτωση που ανήκει στη σφαίρα 𝑆j  προσθέτουμε 

μία μονάδα στο μετρητή και μηδέν αν το σημείο ανήκει στο κύλινδρο. 

Οπότε,  

𝑃S\]\] =
∑𝑐𝑜𝑢𝑛𝑡𝑒𝑟
𝑡𝑜𝑡𝑎𝑙	𝑡𝑟𝑖𝑎𝑙𝑠 

Στο εργοδικό θεώρημα επιλέγουμε μία κατεύθυνση 𝑒B  στο δίσκο 𝑆j  και πραγματοποιούμε τον 

έλεγχο Metropolis σε κάθε βήμα. Όπως προηγουμένως, σε κάθε βήμα της αλυσίδας 

προσθέτουμε ένα σημείο ομοιόμορφα στο κύλινδρο και εξετάζουμε αν η αλυσίδα, εφόσον 

έχουμε προσθέσει την επιπλεόν διάσταση, παραμένει στη σφαίρα των (d) −διαστάσεων ή όχι, 

ελέγχοντας αν το τετραγωνικό άθροισμα των συντεταγμένων είναι ≤ 1. Χρησιμοποιώντας το 

εργοδικό θεώρημα τρέχουμε την αλυσίδα για πολύ χρόνο και εξετάζουμε τι ποσοστό του χρόνου 

περνάει στη σφαίρα των (𝑑) −διαστάσεων. 

Γνωρίζουμε ότι ο όγκος της υπερ-σφαίρας σε 𝑘 − διαστάσεις δίνεται από: 

 

Επομένως, μπορούμε να εκτιμήσουμε τον όγκο των υπερ-σφαιρών των διαστάσεων υπό 

διερεύνηση. Οι συναρτήσεις της μεθόδου MCMC για τη περίπτωση των υπερ-κυλίνδρων 

βρίσκονται στο αρχείο της R “MC_vs_MCMC.R”. Επισυνάπτουμε παρακάτω τον τελικό πίνακα 

που περιλαμβάνει τις τρεις μεθόδους που χρησιμοποιήσαμε σε αυτό το κεφάλαιο προκειμένου 

να βρούμε τη βέλτιστη μέθοδο. 

 

 

[ ] 12k t k kB P X B B -= × Î ×



138 

Πίνακας 8.4: Εκτιμήσεις του όγκου της σφαίρας 𝑘 − διαστάσεων με τον αλγόριθμο MC σε σχέση 
με τον αλγόριθμο MCMC Metropolis - Hastings (σύγκλιση μέσω ΚΟΘ σε σχέση με τη σύγκλιση 
μέσω του Εργοδικού Θεωρήματος) 
 

Dim Prob B_True B_MC 
Rel_Err_ 

MC 

Prob_ 

MCMC 
B_MCMC 

Rel_Err_ 

MCMC 

Prob_ 

MCMC_et 

B_ 

MCMC_et 

Rel_Err_ 

MCMC_et 

1 1.000000 2.00E+00 2.000000 0.00 1.0000 2.00E+00 0.00 1.00000 2.00E+00 0.00 

2 0.784944 3.14E+00 3.139776 0.06 0.7865 3.15E+00 0.14 0.78532 3.14E+00 0.01 

3 0.524268 4.19E+00 4.194144 0.13 0.6586 4.14E+00 1.07 0.66651 4.19E+00 0.03 

4 0.308236 4.93E+00 4.931776 0.06 0.5966 4.94E+00 0.20 0.58887 4.93E+00 0.06 

5 0.164958 5.26E+00 5.278656 0.28 0.5257 5.20E+00 1.24 0.53314 5.26E+00 0.10 

6 0.080476 5.17E+00 5.150464 0.33 0.4953 5.15E+00 0.35 0.49081 5.16E+00 0.11 

7 0.036538 4.72E+00 4.676864 1.01 0.4547 4.68E+00 0.88 0.45715 4.72E+00 0.11 

8 0.015970 4.06E+00 4.088320 0.73 0.4335 4.06E+00 0.04 0.42939 4.05E+00 0.14 

9 0.006338 3.30E+00 3.245056 1.62 0.4059 3.30E+00 0.07 0.40624 3.29E+00 0.17 

10 0.002496 2.55E+00 2.555904 0.23 0.3864 2.55E+00 0.11 0.38651 2.55E+00 0.18 

11 0.000886 1.88E+00 1.814528 3.69 0.3698 1.88E+00 0.01 0.36937 1.88E+00 0.19 

12 0.000334 1.34E+00 1.368064 2.46 0.3473 1.31E+00 2.00 0.35424 1.33E+00 0.22 

13 0.000108 9.11E-01 0.884736 2.84 0.3387 8.86E-01 2.65 0.34090 9.08E-01 0.25 

14 0.000040 5.99E-01 0.655360 9.36 0.3237 5.74E-01 4.23 0.32892 5.98E-01 0.28 

15 0.000010 3.81E-01 0.327680 14.09 0.3183 3.65E-01 4.22 0.31811 3.80E-01 0.33 

16 0.000006 2.35E-01 0.393216 67.09 0.3064 2.24E-01 4.87 0.30840 2.34E-01 0.36 

17 0.000002 1.41E-01 0.262144 85.94 0.3064 1.37E-01 2.69 0.29946 1.40E-01 0.38 

18 0.000000 8.21E-02 0.000000 100 0.2975 8.16E-02 0.63 0.29128 8.18E-02 0.40 

19 0.000000 4.66E-02 0.000000 100 0.2908 4.75E-02 1.83 0.28375 4.64E-02 0.41 

20 0.000000 2.58E-02 0.000000 100 0.2759 2.62E-02 1.51 0.27675 2.57E-02 0.42 

21 0.000000 1.39E-02 0.000000 100 0.269 1.41E-02 1.04 0.27020 1.39E-02 0.44 

22 0.000000 7.37E-03 0.000000 100 0.2653 7.48E-03 1.46 0.26416 7.34E-03 0.45 

23 0.000000 3.81E-03 0.000000 100 0.2617 3.91E-03 2.72 0.25850 3.79E-03 0.45 

24 0.000000 1.93E-03 0.000000 100 0.2522 1.97E-03 2.32 0.25301 1.92E-03 0.52 

25 0.000000 9.58E-04 0.000000 100 0.2507 9.90E-04 3.36 0.24813 9.53E-04 0.53 

26 0.000000 4.66E-04 0.000000 100 0.2491 4.93E-04 5.76 0.24330 4.64E-04 0.59 

27 0.000000 2.23E-04 0.000000 100 0.242 2.39E-04 7.10 0.23898 2.22E-04 0.59 

28 0.000000 1.05E-04 0.000000 100 0.2358 1.13E-04 7.58 0.23474 1.04E-04 0.60 

29 0.000000 4.83E-05 0.000000 100 0.2344 5.28E-05 9.29 0.23069 4.80E-05 0.62 
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30 0.000000 2.19E-05 0.000000 100 0.228 2.41E-05 9.81 0.22694 2.18E-05 0.61 

31 0.000000 9.79E-06 0.000000 100 0.2264 1.09E-05 11.33 0.22336 9.73E-06 0.58 

32 0.000000 4.30E-06 0.000000 100 0.2137 4.66E-06 8.23 0.21986 4.28E-06 0.57 

33 0.000000 1.86E-06 0.000000 100 0.213 1.98E-06 6.46 0.21648 1.85E-06 0.59 

34 0.000000 7.95E-07 0.000000 100 0.2163 8.58E-07 7.93 0.21333 7.90E-07 0.61 

35 0.000000 3.35E-07 0.000000 100 0.2118 3.64E-07 8.68 0.21027 3.32E-07 0.64 

36 0.000000 1.39E-07 0.000000 100 0.2087 1.52E-07 9.34 0.20735 1.38E-07 0.69 

37 0.000000 5.68E-08 0.000000 100 0.2052 6.23E-08 9.63 0.20459 5.64E-08 0.72 

38 0.000000 2.29E-08 0.000000 100 0.2045 2.55E-08 10.99 0.20188 2.28E-08 0.77 

39 0.000000 9.15E-09 0.000000 100 0.1982 1.01E-08 10.32 0.19933 9.08E-09 0.81 

40 0.000000 3.60E-09 0.000000 100 0.1944 3.93E-09 8.90 0.19690 3.57E-09 0.83 

41 0.000000 1.40E-09 0.000000 100 0.19391 1.52E-09 8.55 0.19458 1.39E-09 0.81 

42 0.000000 5.39E-10 0.000000 100 0.1929 5.87E-10 8.92 0.19218 5.35E-10 0.84 

43 0.000000 2.05E-10 0.000000 100 0.19033 2.24E-10 9.10 0.19001 2.03E-10 0.85 

44 0.000000 7.70E-11 0.000000 100 0.18781 8.40E-11 9.06 0.18773 7.63E-11 0.92 

45 0.000000 2.86E-11 0.000000 100 0.18759 3.15E-11 10.11 0.18587 2.84E-11 0.88 

46 0.000000 1.05E-11 0.000000 100 0.18429 1.16E-11 10.41 0.18367 1.04E-11 0.95 

47 0.000000 3.83E-12 0.000000 100 0.18097 4.20E-12 9.88 0.18181 3.79E-12 0.96 

48 0.000000 1.38E-12 0.000000 100 0.18097 1.52E-12 10.50 0.17998 1.36E-12 0.95 

49 0.000000 4.91E-13 0.000000 100 0.17782 5.41E-13 10.30 0.17811 4.86E-13 0.97 

50 0.000000 1.73E-13 0.000000 100 0.17407 1.88E-13 8.87 0.17628 1.71E-13 1.01 

75 0.000000 5.20E-26 0.000000 100 0.1462 5.27E-26 1.36 0.14421 5.20E-26 0.02 

100 0.000000 2.37E-40 0.000000 100 0.1258 2.38E-40 0.63 0.12497 2.37E-40 0.04 

125 0.000000 4.73E-56 0.000000 100 0.1114 4.71E-56 0.43 0.11184 4.73E-56 0.03 

150 0.000000 7.79E-73 0.000000 100 0.1094 8.34E-73 7.08 0.10214 7.79E-73 0.02 

175 0.000000 1.60E-90 0.000000 100 0.0961 1.63E-90 1.58 0.09459 1.60E-90 0.01 

200 0.000000 
5.56E-

109 
0.000000 100 0.0882 

5.54E-

109 
0.35 0.08851 5.56E-109 0.00 

 

Είναι προφανές ότι η βέλτιστη μέθοδος (από τη σκοπιά του σχετικού σφάλματος) είναι ο 

αλγόριθμος MCMC Metropolis - Hastings εφαρμόζοντας το εργοδικό θεώρημα και τη σύγκλιση 

στη κατανομή ισορροπίας. Αυτό παρατηρείται εύκολα αν σχεδιάσουμε τα σχετικά σφάλματα του 

αλγορίθμου MC (σύγκλιση ΚΟΘ), το σχετικό σφάλμα του αλγόριθμου MCMC - Metropolis 

Hastings (σύγκλιση ΚΟΘ) και τον αλγόριθμο MCMC - Metropolis Hastings (Εργοδικότητα). 
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Γράφημα 8.3.7: Σχετικό σφάλμα εκτίμησης του όγκου της σφαίρας,	𝑘 − διαστάσεων, 
αλγόριθμος MC (ΚΟΘ), αλγόριθμος MCMC Metropolis - Hastings (ΚΟΘ) και  αλγόριθμος 
MCMC Metropolis - Hastings (Εργοδικότητα) 

 

Παρατηρούμε ότι ο αλγόριθμος MC ως προς την εκτίμηση του όγκου της σφαίρας έχει το 

μεγαλύτερο σχετικό σφάλμα μετά την 18η διάσταση (η μέθοδος χρειάζεται εξαντλητική 

δειγματοληψία για αποδεκτή ακρίβεια). Επιπλέον, ο αλγόριθμος MCMC - Metropolis Hastings 

(ΚΟΘ), ο οποίος είναι η πράσινη γραμμή στο γράφημα (8.3.7) έχει σχετικό σφάλμα για την 

πλειονότητα των διαστάσεων που βρίσκονται υπό διερεύνηση κάτω από το 10% (θα 

μπορούσαμε να το αποδεχτούμε με σημαντικότητα 𝑎 = 0.1 ή 10%). Τέλος, το μικρότερο σχετικό 

σφάλμα για την εκτίμηση του όγκου της σφαίρας δίνεται από τον αλγόριθμο MCMC - Metropolis 

Hastings (Εργοδικότητα) όπου μπορούμε να εκτιμήσουμε με υψηλή ακρίβεια τον όγκο της 

σφαίρας ενώ αυξάνουμε τις διαστάσεις. Το σχετικό σφάλμα της συγκεκριμένης μεθόδου είναι 

σχεδόν κάτω από 1% (σημαντικότητα 𝑎 = 0.01 ή 1%). 

Η ουσία είναι ότι η διαδικασία MCMC χρησιμοποιώντας το εργοδικό θεώρημα δίνει τη βέλτιστη 

«ολική» λύση της πιθανότητας (εκτιμητής MCMC). Συνεχίζουμε με την εφαρμογή του 

αλγόριθμου Metropolis - Hastings σε συστήματα θερμοδυναμικής (μοντέλο Ising). 
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8.4 Αλγόριθμος Metropolis Hastings - μοντέλο Ising (2𝐷) 

 

Ο σιδηρομαγνητισμός προκύπτει όταν μια συλλογή ατόμων ευθυγραμμίζεται έτσι ώστε οι 

σχετικές μαγνητικές ροπές τους να δείχνουν προς την ίδια κατεύθυνση, αποδίδοντας μια καθαρή 

μαγνητική ροπή που είναι μακροσκοπικού μεγέθους. Η απλούστερη θεωρητική περιγραφή του 

σιδηρομαγνητισμού ονομάζεται μοντέλο Ising. Αυτό το μοντέλο εφευρέθηκε από τον Wilhelm 

Lenz το 1920: πήρε το όνομά του από τον Ernst Ising, έναν μαθητή του Lenz που επέλεξε το 

μοντέλο ως αντικείμενο της διδακτορικής του διατριβής το 1925. 

Θεωρήστε 𝑁 άτομα σε 𝑧 − κατευθυνόμενο μαγνητικό πεδίο ισχύος 𝐻. Ας υποθέσουμε ότι όλα 

τα άτομα είναι ιδανικά −1 2l  συστήματα περιστροφής. Επομένως, είτε ακολουθούν μία 

περιστροφή προς τα επάνω (𝑠) = +1) είτε ακολουθούν μία περιστροφή προς τα κάτω 

(𝑠) = −1), όπου το 𝑠)  είναι (δύο φορές) το 𝑧 − συστατικό της περιστροφής του 𝑖DE ατόμου. Η 

συνολική ενέργεια του συστήματος περιγράφεται από την εξίσωση: 

  

Εδώ, το  αναφέρεται σε ένα άθροισμα των πλησιέστερων γειτονικών ζευγών ατόμων. 

Επιπλέον, το 𝐽 ονομάζεται ανταλλαγή ενέργειας, ενώ 𝜇 είναι η μαγνητική ροπή του ατόμου. Η 

εξίσωση  είναι η ουσία του μοντέλου Ising. 

Η φυσική του μοντέλου Ising έχει ως εξής. Ο πρώτος όρος στη δεξιά πλευρά της εξίσωσης 

 δείχνει ότι η συνολική ενέργεια μειώνεται όταν οι γειτονικές περιστροφές ατόμων 

ευθυγραμμίζονται. Αυτό το αποτέλεσμα οφείλεται κυρίως στην αρχή αποκλεισμού Pauli. Τα 

ηλεκτρόνια δεν μπορούν να έχουν την ίδια κβαντική κατάσταση, οπότε δύο ηλεκτρόνια σε 

γειτονικά άτομα που έχουν παράλληλες περιστροφές (δηλ. έχουν την ίδια τροχιακή κατάσταση) 

δεν μπορούν να πλησιάσουν κοντά μεταξύ τους. Δεν ισχύει τέτοιος περιορισμός εάν τα 

ηλεκτρόνια έχουν αντί-παράλληλες περιστροφές. Διαφορετικοί χωρικοί διαχωρισμοί 

υποδηλώνουν διαφορετικές ενέργειες ηλεκτροστατικής αλληλεπίδρασης, και η ενέργεια 

ανταλλαγής  μετράει αυτή τη διαφορά. Σημειώστε ότι επειδή η ενέργεια ανταλλαγής είναι 

ηλεκτροστατική, μπορεί να είναι αρκετά μεγάλη: δηλ. 𝑒𝑉. Αυτό είναι πολύ μεγαλύτερο από 

την ενέργεια που σχετίζεται με την άμεση μαγνητική αλληλεπίδραση μεταξύ των γειτονικών 

( )8.16
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i j i
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ατόμων, το οποίο ισούται μόνο με  𝑒𝑉. Ωστόσο, το αποτέλεσμα της ανταλλαγής είναι πολύ 

μικρής εμβέλειας. Οπότε, ο περιορισμός στην αλληλεπίδραση του πλησιέστερου γείτονα είναι 

αρκετά ρεαλιστικός. 

[http://farside.ph.utexas.edu/teaching/329/lectures/node110.html#eiter] 

Λαμβάνοντας υπόψη τα παραπάνω, το μοντέλο Ising είναι ένα πλέγμα μοντέλου spin 

(αντικείμενα, όπως τα άτομα, με μαγνητικά δίπολα), συνήθως είτε πάνω ή κάτω σε κάποια 

σταθερή κατεύθυνση, που αλληλοεπιδρούν με το πλησιέστερο-γείτονα, και χρησιμοποιείται στη 

φυσική για τη μοντελοποίηση του μαγνητισμού σε στερεά κατάσταση. Ένα 1 − 𝐷 (𝐷 =

𝛿𝜄ά𝜎𝜏𝛼𝜎𝜂) μοντέλο Ising περιστρέφεται 𝛮 φορές, κατά μία μόνο κατεύθυνση, και αλληλοεπιδρά 

με την πλησιέστερη γειτονική ενέργεια. Ένα μοντέλο Ising 2 − 𝐷 είναι ένα πλέγμα 2 − 𝐷 (ας 

πούμε με  άτομα) και ένα μοντέλο 3 − 𝐷 Ising είναι ένα πλέγμα 3 − 𝐷, κ.λπ.  

Η κατάσταση ή η διαμόρφωση του πλέγματος είναι ένα χαρακτηριστικό, για κάθε σημείο του 

δικτυωτού πλέγματος, είτε με spin προς τα πάνω ή κάτω, και αυτό μπορεί να αναπαρασταθεί ως 

+1 και −1. Επομένως, για το μοντέλο 2 − 𝐷 Ising με πλέγμα διαστάσεων 𝑁𝑥𝑁, η διαμόρφωση 

είναι απλά ένας 𝑁𝑥𝑁 πίνακας που αποτελείται από +1 και −1. Παραμένοντας στο μοντέλο 2 −

𝐷, δύο περιπτώσεις είναι ξεχωριστές: η διαμόρφωση όπου όλες οι περιστροφές είναι 

ευθυγραμμισμένες προς τα πάνω (δηλ. όλες οι περιστροφές είναι +1) και η διαμόρφωση όπου 

όλες οι περιστροφές είναι ευθυγραμμισμένες προς τα κάτω (δηλ. όλες οι περιστροφές είναι −1). 

Μια αυθαίρετη διαμόρφωση θα έχει κατανομή από +1 και −1. 

[https://criticathink.wordpress.com/2018/07/15/ising-model-simulation-in-r-using-the-

metropolis-monte-carlo-algorithm/] 

Ο χώρος όλων των διαμορφώσεων είναι πεπερασμένος, αλλά μεγάλος. Με ένα μοντέλο Ising, ο 

αριθμός των διαμορφώσεων είναι  Λόγου χάριν, θα μπορούσαμε να πούμε ότι για 

άτομα, ο αριθμός των διαμορφώσεων είναι  Αυτό είναι σχεδόν απαγορευτικό από την 

υπολογιστική σκοπιά. 

Στο απλούστερο μοντέλο Ising, οι αλληλεπιδράσεις από τους πιο απομακρυσμένους γείτονες 

απορρίπτονται (το δεξί μέρος της εξίσωσης  έχει οριστεί στο μηδέν). Ως αποτέλεσμα, το 

Ising Hamiltonian μπορεί να γραφτεί ως, 

410-

NxN

2

2 .N 25N =
2252 .
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• Οι περιστροφές  𝑆),B  παίρνουν τιμές ±1, 

• Το	   υπονοεί την αλληλεπίδραση του πλησιέστερου-γείτονα, 

• To  είναι η δύναμη της αλληλεπίδρασης ανταλλαγής. 

Το σύστημα διέρχεται σε φάση δεύτερης τάξης στην κρίσιμη θερμοκρασία 𝑇c. Για θερμοκρασίες 

μικρότερες από 𝑇c, το σύστημα μαγνητίζεται, και η κατάσταση ονομάζεται σιδηρομαγνητική ή 

ταξινομημένη κατάσταση (βλ. προηγούμενες σελίδες αυτού του κεφαλαίου). Αυτό ισοδυναμεί 

με μια ολικά ταξινομημένη κατάσταση (κατάσταση ισορροπίας) λόγω της παρουσίας τοπικών 

αλληλεπιδράσεων μεταξύ των περιστροφών. Για θερμοκρασίες μεγαλύτερες από 𝑇c, το σύστημα 

βρίσκεται σε αταξία ή σε παραμαγνητική κατάσταση. 

Η παράμετρος ταξινόμησης  για αυτό το θερμοδυναμικό σύστημα, είναι η μέση τιμή 

του μαγνητισμού. Η παράμετρος ταξινόμησης διακρίνει τις δύο φάσεις που πραγματοποιούνται 

στα συστήματα. Είναι μηδέν στην κατάσταση αταξίας, ενώ μη μηδενική στην ταξινομημένη ή 

σιδηρομαγνητική κατάσταση. 

Σε δύο και μεγαλύτερες διαστάσεις, μπορούμε να εισαγάγουμε «περιοχές» ελαττωμάτων, οι 

οποίες βρίσκονται στα περιθώρια, και συνεπώς, είναι ανάλογες με την περίμετρο 𝐿 = 𝜀𝑁,, όπου 

 Σε 2𝐷, ο αριθμός των «περιοχών» κλιμακώνεται ως 3mi$, ενώ η διαφορά ενέργειας 

είναι . Οπότε, το 𝛥𝐹 είναι . Αυτό δίνει μια πρόχειρη 

εκτίμηση της κρίσιμης θερμοκρασίας   

Ο ακόλουθος ψευδοκώδικας προσομοιώνει το μοντέλο Ising σε 2𝐷 χρησιμοποιώντας τον 

αλγόριθμο Metropolis. Τα κύρια βήματα του αλγορίθμου Metropolis είναι: 

1. Προετοιμάστε μια αρχική διαμόρφωση 𝑁 ατόμων. 

2. Αλλάξτε το spin μιας τυχαία επιλεγμένης τοποθεσίας του δικτυωτού πλέγματος. 

3. Υπολογίστε την αλλαγή ενέργειας 𝑑𝛦. 
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4. Εάν , αποδεχτείτε την κίνηση. Διαφορετικά, αποδεχτείτε την κίνηση με 

πιθανότητα . Αυτό ικανοποιεί τη λεπτομερή κατάσταση ισορροπίας, 

εξασφαλίζοντας μια τελική κατάσταση ισορροπίας. 

5. Επαναλάβετε τα βήματα 2-4. 

[https://rajeshrinet.github.io/blog/2014/ising-model/ 

Εφαρμόζουμε τον αλγόριθμο Metropolis για 𝑁 = 64 άτομα. Επομένως, το πλέγμα είναι μια 

δισδιάστατη συστοιχία 64 × 64 ατόμων. Εφαρμόζουμε το μοντέλο Ising στη γλώσσα R (το αρχείο 

με τον κώδικα είναι το: ising_model.r). Υπολογίζουμε το άθροισμα των γειτονικών περιστροφών, 

αντί για τον υπολογισμό της ενεργειακής διακύμανσης του συστήματος , όταν αλλάζουμε 

τη περιστροφή ενός ατόμου  στο πλέγμα (επιλέγεται τυχαία). Χρησιμοποιούμε αυτόν τον 

κανόνα στον κώδικα που εφαρμόζεται. 

Θυμηθείτε ότι ο παράγοντας Boltzmann είναι:   

Ως αποτέλεσμα, εάν  η στοχευμένη κατανομή συγκλίνει στη στάσιμη 

κατανομή (καταστάσεις με τη χαμηλότερη ενέργεια). Αυτές οι δύο καταστάσεις είναι η 

διαμόρφωση με όλες τις περιστροφές προς τα πάνω (+1) ή όλες τις περιστροφές προς τα κάτω 

(−1). Συγκεκριμένα, αυτές οι δύο καταστάσεις έχουν πιθανότητα: 

  

Αναμένουμε να ευθυγραμμιστούν όλες οι περιστροφές (+1	ή	 − 1) στη σταθερή κατανομή 

(σιδηρομαγνητική κατάσταση) για μικρές θερμοκρασίες. Θα εκτιμήσουμε την κρίσιμη 

θερμοκρασία 𝑇c  για το πλέγμα των 64𝑥64 ατόμων. Αντίθετα, αναμένουμε σε υψηλές 

θερμοκρασίες να έχουμε μια διαταραγμένη κατάσταση ή παραμαγνητική κατάσταση. Το 

γράφημα  δείχνει τη διαμόρφωση (μετά από 1.2𝑀 βήματα του αλγορίθμου) για 

θερμοκρασίες 10f °C και 10, °C. 
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Γράφημα 8.4.1: Μοντέλο Ising, 𝑇 = 10^4°𝐶	(1𝜊		𝜋𝜆έ𝛾𝜇𝛼)		&	𝑇 = 10^2°𝐶	(2𝜊	𝜋𝜆έ𝛾𝜇𝛼), 
𝐿 = 64	(𝑁) 

 

Εκτελούμε τη διαδικασία για διάφορες θερμοκρασίες και προσπαθούμε να προσδιορίσουμε το 

κρίσιμο σημείο της θερμοκρασίας (Curie), δηλ. το σημείο όπου εμφανίζεται ο 

σιδηρομαγνητισμός. Από εκείνο το σημείο και μετά, η στοχευμένη κατανομή έχει μετατραπεί σε 

στάσιμη κατανομή (όλες οι περιστροφές είναι +1	ή	 − 1). 

Μπορούμε να διακρίνουμε στο γράφημα  το σημείο που η θερμοκρασία φτάνει στο 

κρίσιμο σημείο, δηλαδή, σε θερμοκρασία κοντά στο μηδέν, για χάριν του επιχειρήματος θα 

μπορούσαμε να πούμε ότι το κρίσιμο σημείο επιτυγχάνεται στο μέγιστο της θερμικής 

ικανότητας, όπου στο παρακάτω γράφημα εμφανίζεται στο σημείο του 

 

( )8.4.2

( )log 0.69 0.5.T T= - Û =
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Γράφημα 8.4.2: Λογάριθμος της Θερμοκρασίας (𝑇) σε σχέση με τη Θερμική Ικανότητα 
(Heat Capacity) 

 

Η θερμική ικανότητα υπολογίζεται από την εξίσωση: 

  

Προφανώς, κανονικοποιούμε τους δείκτες που βρίσκονται υπό διερεύνηση με τους όρους 𝑛! και 

𝑛, (δηλ. θερμική ικανότητα {𝐶}, ενέργεια {𝐸} και μαγνήτιση {𝑀}). 

Τα ακόλουθα σχήματα παρουσιάζουν την ενέργεια του συστήματος, ενώ η θερμοκρασία 

μειώνεται, και τη μαγνήτιση του συστήματος, αντίστοιχα. Πρέπει να θυμόμαστε ότι η μαγνήτιση 

είναι ο μέσος όρος των spins του συστήματος σε κάθε επανάληψη  

και η ενέργεια είναι το άθροισμα των γειτονικών περιστροφών (εξίσωση 8.17). Λαμβάνοντας 

υπόψη τις προηγούμενες κανονικοποιήσεις απεικονίζουμε την ενέργεια και την μαγνήτιση 

καθώς η θερμοκρασία μειώνεται (γραφήματα 8.4.3 και 8.4.4). 
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Γράφημα 8.4.3: Λογάριθμος της Θερμοκρασίας (𝑇), σε σχέση με την Ενέργεια {𝛦} 

 

Η ενέργεια του συστήματος (διαμόρφωση των περιστροφών) μειώνεται ενώ μειώνουμε τη 

θερμοκρασία. Θα μπορούσαμε να πούμε ότι ενώ ο αλγόριθμος Metropolis - Hastings πλησιάζει 

στη σύγκλιση, το σύστημα προσεγγίζει την ολική ελάχιστη τιμή της ενέργειας (όλες οι 

περιστροφές είναι πάνω ή κάτω). Από την άλλη πλευρά, η μαγνήτιση προσεγγίζει την ολική 

μέγιστη τιμή του (μονάδα) όταν συμβαίνει το φαινόμενο του σιδηρομαγνητισμού (για χαμηλή 

θερμοκρασία). 

Γράφημα 8.4.4: Λογάριθμος της Θερμοκρασίας (𝑇), σε σχέση με τη Μαγνήτιση {𝛭} 
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Τέλος, η πιθανότητα Boltzmann πλησιάζει τη κατανομή ισορροπίας που είναι 𝜋(𝑥2) = 1
2l . 

 

8.5 Εφαρμογές του αλγορίθμου προσομοιωμένης ανόπτησης (ΠΑ) 

 

Όπως αναφέραμε στον αλγόριθμο ΠΑ, κεφάλαιο , πρόκειται να διερευνήσουμε την 

αποτελεσματικότητα του αλγορίθμου ΠΑ σε διάφορες εφαρμογές. Αρχικά, εξετάζουμε την 

απόδοση του αλγορίθμου (ολικό βέλτιστο) σε μια συνάρτηση δύο διαστάσεων (συνάρτηση 

Schaffer). Στη συνέχεια, εξετάζουμε τον αλγόριθμο σε ένα πραγματικό πρόβλημα 

βελτιστοποίησης (το πρόβλημα του πωλητή ή Travel Salesman Problem - TSP). 

Η συνάρτηση Schaffer ορίζεται από την εξίσωση: 

   

Οι ιδιότητες της συνάρτησης είναι: 

• Η συνάρτηση είναι συνεχής. 

• Η συνάρτηση δεν είναι κυρτή. 

• Η συνάρτηση ορίζεται σε δισδιάστατο χώρο. 

• Η συνάρτηση έχει μία επικρατούσα τιμή (ολικό ελάχιστο). 

• Η συνάρτηση είναι παραγωγίσιμη. 

• Η συνάρτηση δεν είναι διαχωρίσιμη. 

• Η συνάρτηση μπορεί να οριστεί σε οποιοδήποτε πεδίο ορισμού αλλά συνήθως 

αξιολογείται στο  

Προφανώς, η βέλτιστη λύση (ολικό ελάχιστο) συμβαίνει στο  με τιμή: 

  

Επομένως, η ολική βέλτιστη λύση της συνάρτησης είναι το ολικό ελάχιστο της συνάρτησης με 

τιμή 𝑓(𝑥∗	) = 0. Πρόκειται να εκτιμήσουμε τη βέλτιστη λύση με τον αλγόριθμο ΠΑ που 
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αναπτύσσεται στο πρόγραμμα R. Ο κώδικας είναι στο αρχείο schaffer_sa.R και εκτελούμε τη 

διαδικασία για 𝑁 = 1,000 επαναλήψεις. 

Το αποτέλεσμα είναι: 

 

Λόγου χάριν, θα μπορούσαμε να πούμε ότι η βέλτιστη λύση του αλγορίθμου ΠΑ πλησιάζει την 

πραγματική λύση. Το σφάλμα είναι πολύ μικρό για τις τιμές 𝑥Þ → (0,0). Το πρώτο παράδειγμα 

είναι εύκολο γιατί μπορούμε εύκολα να εκτιμήσουμε την ευρετική λύση σε κλειστή μορφή. 

Αντίθετα, όπως αναφέραμε στο προηγούμενο κεφάλαιο, ο αλγόριθμος ΠΑ δεν είναι κατάλληλος 

για εξαντλητική αναζήτηση, αν και προσεγγίζει γρήγορα την ολική βέλτιστη λύση της συνάρτησης 

(𝑁 = 1000). 

Η δεύτερη εφαρμογή που χρησιμοποιούμε τον αλγόριθμο ΠΑ είναι η επίλυση του προβλήματος 

που σχετίζεται με το ταξίδι ενός πωλητή (TSP). Αρχικά εφαρμόζουμε την ευρετική λύση 

χρησιμοποιώντας τη βιβλιοθήκη TSP που μπορεί να βρεθεί στη γλώσσα προγραμματισμού R και 

εν συνεχεία, απεικονίζουμε τη βέλτιστη διαδρομή που ορίζεται ως η διαδρομή με την ελάχιστη 

απόσταση μέσω των χαρτών της google. Η διαφορά με την εφαρμογή του βασικού προβλήματος 

TSP είναι ότι αλλάζουμε λίγο το πρόβλημα και αντικαθιστούμε τον πωλητή με έναν φοιτητή που 

σε μια τυπική μέρα καλείται να επισκεφτεί διάφορες περιοχές της Αθήνας. 

Ο κώδικας που σχετίζεται με την ευρετική λύση είναι το αρχείο tsp.R και εν συνεχεία το 

συγκρίνουμε με το αποτέλεσμα (ολικό βέλτιστο) του αλγόριθμου ΠΑ. 

Η βιβλιοθήκη TSP στην R χρησιμοποιεί δύο μεθόδους για την εύρεση της λύσης. 

1. Τυχαία επιλογή ενός σημείου σε κάθε βήμα για το σχηματισμό της διαδρομής. 
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2. Δύο παράλληλες διαδρομές με την αλλαγή κορυφών της διαδρομής που βελτιώνουν τη 

συνολική απόσταση και επιλογή μία εκ των δύο. 

Γράφημα 8.5.1: Βέλτιστη διαδρομή TSP  

  

(source: Google maps) 

Η ελάχιστη απόσταση (βέλτιστη λύση) της διαδρομής είναι σχεδόν: 84.7 km. 

Το αποτέλεσμα της R δείχνει ότι υπάρχει μία βέλτιστη λύση. 

Επιλύουμε το πρόβλημα TSP με τον αλγόριθμο ΠΑ. 

Τα σημεία που θα επισκεφθεί ο πωλητής είναι τα ίδια. Η διαδρομή θα καθοριστεί με τη 

διαδικασία ΠΑ: 

1. Συνολική απόσταση με βάση την αρχική διαδρομή που έχουμε επιλέξει. 

2. Αλλαγή θέσεων μεταξύ δύο σημείων και υπολογισμός συνολικής απόστασης εκ νέου. 

3. Εάν 𝑑𝐸 < 0, όπου 𝐸(𝑋) είναι η συνολική απόσταση της διαδρομής αποδεχόμαστε την 

υποψήφια διαδρομή. Διαφορετικά αποδεχόμαστε την διαδρομή με πιθανότητα 𝑒
%&'
( . 

4. 𝛵# = 100,000 και εφαρμόζουμε μία διαδικασία ψύξης ρίχνοντας τη θερμοκρασία σε 

κάθε βήμα του αλγόριθμου κατά 5%, οπότε, 𝛵! = 95,000. 
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Η διαδικασία ορίζεται στο κώδικα tsp_sa.R. Ο φοιτητής πρέπει να καλύψει μια συνολική 

απόσταση περίπου 113.2 χλμ. και επομένως, η βέλτιστη διαδρομή δίνεται από τον αλγόριθμο 

TSP (ευρετική λύση). Πρέπει να αναφέρουμε ότι ο αλγόριθμος ΠΑ ορίζεται στο δισδιάστατο χώρο 

για το συγκεκριμένο πρόβλημα (τα σημεία έχουν μήκος και πλάτος), αλλά μπορούμε να 

επεκτείνουμε το πρόβλημα σε χώρο υψηλής διάστασης. Η αλήθεια είναι ότι θα δούμε ένα 

πρόβλημα σε υψηλή διάσταση και θα το επιλύσουμε με τον αλγόριθμο της στοχαστικά 

ενισχυμένης κλίσης (επόμενο κεφάλαιο). Η βέλτιστη λύση (σύγκλιση αλγορίθμου) επιτυγχάνεται 

μετά τη 300𝜂 επανάληψη (αποδεκτές διαδρομές), συνεπώς, η σύγκλιση εμφανίζεται γρήγορα. 

Το μοτίβο της συνολικής απόστασης παρουσιάζεται στο γράφημα (8.5.2). 

Γράφημα 8.5.2: Συνολική απόσταση σε σχέση με τον αριθμό των αποδεκτών διαδρομών 
(αλγόριθμος ΠΑ) 

 

Είναι προφανές ότι μετά την 300η επανάληψη ο αλγόριθμος συγκλίνει στη βέλτιστη λύση 

(ελάχιστο της στοχευμένης συνάρτησης που είναι η συνάρτηση απόστασης). Σχεδιάζουμε τη 

διαδρομή μέσω των χαρτών της Google για να τη συγκρίνουμε με την ευρετική λύση. 
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Γράφημα 8.5.3:Βέλτιστη διαδρομή TSP (ΠΑ) 

 

(source: Google maps) 

Η ουσία είναι ότι η μέθοδος ΠΑ συγκλίνει σε ελάχιστο της στοχευμένης συνάρτησης (απόσταση). 

Θα μπορούσαμε να πούμε ότι η ΠΑ συνιστάται ως μετα-ευρετική μέθοδος για την εκτίμηση του 

ολικού βέλτιστου σε έναν μεγάλο χώρο αναζήτησης, αλλά δεν προτιμάται αν απαιτείται 

εξαντλητική αναζήτηση ενός μεγάλου χώρου. 

Παραθέτουμε τα συγκριτικά αποτελέσματα μεταξύ των δύο μεθόδων: 

Πίνακας 8.5: Συγκριτικά αποτελέσματα – Πρόβλημα του Πωλητή (TSP/ΠΑ) 
 

Μέθοδος Χρόνος 

Εκτέλεσης (sec) 

Αριθμός 

Σημείων 

Αριθμός 

Επαναλήψεων 

Απόσταση (km) 

TSP 11.5 50 3,500 84.7 

ΠΑ 18.5 50 58,166 (379) 113.2 
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8.6 Εφαρμογή του αλγορίθμου της Στοχαστικά Ενισχυμέμνης Κλίσης 

(“Stochastic Gradient Boosting”) 

 

Σε αυτό το κεφάλαιο, θα δούμε μια εφαρμογή ενός γνωστού αλγόριθμου στοχαστικά 

ενισχυμένης κλίσης που ονομάζεται XGboost. Όπως έχουμε ήδη αναφέρει, το XGBoost είναι 

πολύ δημοφιλές για την εφαρμοσμένη μηχανική μάθηση (δομημένα ή μη δομημένα δεδομένα), 

κυρίως σε προβλήματα ταξινόμησης και παλινδρόμησης. 

Σε αυτήν την εφαρμογή, προσπαθούμε να προβλέψουμε εάν τα παραγώμενα σωματίδια ενός 

σήματος είναι υπερσυμμετρικά ή όχι.Η λήψη των δεδομένων έγινε από το αποθετήριο μηχανικής 

μάθησης  “machine learning repository” (https://archive.ics.uci.edu/ml/datasets/SUSY). Το 

σύνολο των δεδομένων εκπαίδευσης έχει 4𝑀 παρατηρήσεις και το σύνολο των δεδομένων, στα 

οποία θα δοκιμαστεί η απόδοση του αλγορίθμου, έχει 1𝑀 παρατηρήσεις αντίστοιχα. Οι 

μεταβλητές στην ουσία είναι κινεματικές ιδιότητες που έχουν μετρηθεί από ανιχνευτή 

σωματιδίων στον επιταχυντή αλλά και συναρτήσεις αυτών των μεταβλητών, οι οποίες έχουν 

δημιουργηθεί από τους φυσικούς για να διευκολύνουν το διαχωρισμό μεταξύ των σωματιδίων 

(υπε-ρσυμμετρικά ή μη). 

Είναι προφανές ότι έχουμε ένα πρόβλημα υψηλής διάστασης (𝛿𝜄𝛼𝜎𝜏ά𝜎𝜀𝜄𝜍 − 	𝑑 = 18) και 

αναζητούμε το ολικό μέγιστο, όπου στο συγκεκριμένο πρόβλημα είναι να μεγιστοποιήσουμε την 

πιθανότητα (λογαριθμική πιθανοφάνεια ή log likehood) της υπερσυμμετρικότητας ή όχι κάποιου 

σωματιδίου. Θα μπορούσαμε να πούμε ότι ψάχνουμε την ελαχιστοποίηση του σφάλματος 

εκτίμησης “logloss”, αλλά αυτό προφανώς θα οδηγήσει σε ένα καλό μοντέλο πρόβλεψης με 

εκτιμώμενη πιθανότητα να πλησιάζει στην πραγματική πιθανότητα (υπερ-συμμετρικό ή μη, 1 ή 

0), επομένως, είναι ένα πρόβλημα μεγιστοποίησης από τη πιθανοθεωρητική σκοπιά. 

Συνεπώς, με βάση τη βιβλιογραφία έχουμε ένα πρόβλημα δυαδικής ταξινόμησης. 

Χρησιμοποιούμε μηχανική μάθηση (machine learning) για να προβλέψουμε την υπερ-

συμμετρικότητα ή όχι. Εκπαιδεύουμε το μοντέλο μας και δοκιμάζουμε την ακρίβειά του σε μη-

ορατά δεδομένα (δεδομένα που δεν έχει εκπαιδευτεί ο αλγόριθμος) προκειμένου να 

αποφευχθεί η υπερβολική προσαρμογή του μοντέλου στα δεδομένα εκπαίδευσης, δηλαδή, το 

μοντέλο να προβλέπει καλά μόνο το συγκεκριμένο σύνολο δεδομένων. 
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Ένα δείγμα των δεδομένων παρατηρείται στο πίνακα (8.5). 

Πίνακας 8.6: Δείγμα δεδομένων εκπαίδευσης 
 

 

Πίνακας 8.7: Δείγμα μη-ορατών δεδομένων 
 

 

Χρησιμοποιούμε ενισχυμένα δέντρα (“boosted trees”) για να κατασκευάσουμε το μοντέλο 

πρόβλεψης. Υπάρχουν πολλές διαφορετικές τεχνικές που θα μπορούσαν να χρησιμοποιηθούν 

για την αντιμετώπιση του συγκεκριμένου προβλήματος, αλλά χρησιμοποιούμε το XGboost λόγω 

της αποτελεσματικότητάς του, της μεγάλης αναγνωσιμότητάς του και της ικανότητάς του να 

αντιμετωπίζει διαφορετικά προβλήματα που σχετίζονται με την επιστήμη δεδομένων (π.χ. 

μεγάλο δείγμα δεδομένων, όπως στην περίπτωσή μας, υπερβολική δειγματοληψία της μίας 
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τάξης, υπερβολική προσαρμογή του μοντέλου, πρόβλημα κλιμάκωσης των μεταβλητών και 

ακόμη περισσότερα). Για να αναφέρουμε ένα παράδειγμα, το XGboost προτιμάται για 

προβλήματα ταξινόμησης παρόμοια με το πρόβλημα της δυαδικής ταξινόμησης που έχουμε να 

αντιμετωπίσουμε. Τα προβλήματα αντιμετωπίζονται από συγκεκριμένες παραμέτρους του 

αλγορίθμου, ωστόσο, αυτή η άσκηση δεν είναι άσκηση βελτιστοποίησης των παραμέτρων, 

ρύθμισης των υπερ-παραμέτρων, εύρεσης βέλτιστων μεταβλητών (feature engineering) κτλ. 

αλλά χρησιμοποιούμε το συγκεκριμένο αλγόριθμο (xgboost) για να δείξουμε την απόδοσή του 

αλλά και την αποτελεσματικότητά του (υπολογιστικό κόστος, απόδοση) συγκρινόμενος με καλά 

εδραιωμένους αλγόριθμους στη βιβλιογραφία.  

Εδώ είναι σημαντικό να αναφέρουμε τη σύνδεση του αλγορίθμου xgboost με τα προηγούμενα 

κεφάλαια. Στην ουσία, ο αλγόριθμος της στοχαστικά ενισχυμένης κλίσης (xgboost) 

πραγματοποιεί τυχαία δειγματοληψία (σε κάθε βήμα) για την αντιμετώπιση του όγκου των 

δεδομένων καθώς και της υπερ-προσαρμοστικότητας (over-fitting), αλλά και τυχαία επιλογή των 

παραμέτρων των επεξηγηματικών μεταβλητών για την αντιμετώπιση του προβλήματος των 

διαστάσεων (στην ουσία αντιμετωπίζει το μεγάλο υπολογιστικό κόστος του αλγόριθμου της 

καθοδικής κλίσης, όπου σε μεγάλο όγκο δεδομένων γίνεται απαιτητικό, λόγω των πολλαπλών 

υπολογιστικών πράξεων – αριθμός παραμέτρων × αριθμός παρατηρήσεων σε κάθε βήμα). Ο 

αλγόριθμος (σε κάθε βήμα) διαλέγει έναν υποχώρο των παραμέτρων (στο συγκεκριμένο 

πρόβλημα 𝑑 < 𝑝 = 18) και επιλέγεται μία τυχαία μετατόπιση των παραμέτρων (δεξιά η 

αριστερά, πάνω ή κάτω). Συνεπώς, με αυτό το τρόπο δημιουργείται μία διαδικασία MCMC στον 

υποχώρο (𝑅j < 𝑅]	) των παραμέτρων. 

Εν συνεχεία, παραθέτουμε ένα παράδειγμα εκτέλεσης του αλγόριθμου της ενισχυμένης κλίσης 

με υποθετικά δεδομένα και εκτέλεση κάποιων βημάτων με πραγματοποίηση πράξεων στο χαρτί 

για να γίνει κατανοητός ο αλγόριθμος καθώς και επισημαίνουμε τις βασικές διαφορές μεταξύ 

ενισχυμένης κλίσης και στοχαστικά ενισχυμένης κλίσης. 
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Πίνακας 8.8: Υποθετικά δεδομένα 
 

Υ ΜΕΤΑΒΛΗΤΗ1 ΜΕΤΑΒΛΗΤΗ2 

0 1 0 

1 0 1 

0 1 0 

0 1 0 

0 1 1 

0 1 0 

1 0 0 

1 0 1 

0 1 0 

0 1 0 

 

Υποψήφια δέντρα παλινδρόμησης: 

𝑦nà = 𝑓ª𝑥B , 𝜃« = 𝑥!) ∙ 𝜃! + 𝑥,) ∙ 𝜃, (8.19) 

Χρησιμοποιώντας τη συνάρτηση logistic pου δείξαμε στο θεωρητικό μέρος η συνάρτηση 

γίνεται: 

𝑦n4 =s 𝑒_#) ∙o# + 𝑒_$) ∙o$    (8.20) 

Έχουμε πρόβλημα ταξινόμησης και θέλουμε να ελαχιστοποιήσουμε τη τιμή της συνάρτησης 

απώλειας: 

L(	𝛩) = ∑ ã𝑦) ∙ logª1 + 𝑒/ p̀)« + (1 − 𝑦)) ∙ logª1 + 𝑒 p̀)«æ)  (8.21) 

Οπότε ψάχνουμε το ελάχιστο της συνάρτησης απώλειας διότι αυτό σημαίνει ότι έχουμε το 

μικρότερο σφάλμα εκτίμησης. 

Χρησιμοποιώντας τη μέθοδο της καθοδικής κλίσης (“gradient descent”) υπολογίζουμε τις 

μερικές παραγώγους της συνάρτησης δηλ. τα qr(q)
qo#

, qr(q)
qo$

. 
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Για να βρούμε τις καθοδικές κλίσεις της συνάρτησης απώλειας, εφόσον έχουμε υπολογίσει τις 

παραπάνω εξισώσεις, θέτουμε δύο αρχικές τιμές για τις παραμέτρους (𝜃!, 𝜃,) και υπολογίζουμε 

δύο αρχικές τιμές των κλίσεων της συνάρτησης. 

Αυτό είναι το 1ο βήμα του αλγορίθμου. 

Στο 2ο βήμα, χρησιμοποιούμε τις αρχικές τιμές που έχουμε υπολογίσει για τις καθοδικές κλίσεις 

(gradients) και πραγματοποιούμε μία μετατόπιση προς τη κατεύθυνση που ελαχιστοποιούμε τη 

τιμή της συνάρτησης. Το πόσο μεγάλο είναι το βήμα (μέγεθος του βήματος) καθορίζεται από το 

βασικό εκπαιδευτή (𝑣). 

Οπότε το μέγεθος του βήματος για τη παράμετρο 𝜃!: 

𝑠𝑡𝑒𝑝𝑠𝑖𝑧𝑒(𝜃!) = 𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡(𝜃!) ∙ 𝑣  (8.22) 

Εκκίνηση της διαδικασίας: 

 

Ότι και να θέσουμε για 𝑐 θα έχουμε μηδενική κλίση, οπότε θέτουμε μία τιμή για θ!, τέτοια ώστε 

d∙s*#

!2s*#
→ 0, άρα το Logloss → 0. 

1ο βήμα: Αρχίζουμε με 𝜃! = −6 και 𝜃, = 0 οπότε έχουμε: 

𝛩𝐿(𝛩)
𝛩𝜃!

= 0.015	(𝛾!!),
𝛩𝐿(𝛩)
𝛩𝜃,

= 0	(𝛾,!) 

2ο βήμα: 

Επικεντρωνόμαστε στο 𝜃! γιατί ότι βήμα και να πάρουμε για το 𝜃, θα είναι μηδέν π.χ.  

𝑠𝑡𝑒𝑝𝑠𝑖𝑧𝑒(𝜃,) = 0 ∙ 𝑣 = 0, 𝑠𝑡𝑒𝑝𝑠𝑖𝑧𝑒(𝜃!) = 0.015 ∙ 5 = 0.075 
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Κάνουμε κίνηση με σκοπό να ελαχιστοποιήσουμε τη τιμή της συνάρτησης άρα κινούμαστε 

αριστερά στον άξονα για να μειώσουμε τη τιμή του 𝜃!. 

𝜃! = −6 − 0.075 = −6.075 

𝛩𝐿(𝛩)
𝛩𝜃!

= 6 ∙
𝑒/d.#tu

1 + 𝑒/d.#tu
= 0.0138	(𝛾!,) 

Οπότε μειώσαμε το Logloss κατά: 0.015 − 0.0138 = 0.0012. 

Συνεχίζουμε την ίδια διαδικασία. 

3ο βήμα: 𝑠𝑡𝑒𝑝𝑠𝑖𝑧𝑒(𝜃!) = 0.0138 ∙ 5 = 0.069 

𝜃! = −6.075 − 0.069 = −6.144 

𝛩𝐿(𝛩)
𝛩𝜃!

= 6 ∙
𝑒/d.!ff

1 + 𝑒/d.!ff
= 0.01285	(𝛾!e) 

4ο βήμα: 𝑠𝑡𝑒𝑝𝑠𝑖𝑧𝑒(𝜃!) = 0.01285 ∙ 5 = 0.06425 

𝜃! = −6.144 − 0.06425 = −6.2083 

𝛩𝐿(𝛩)
𝛩𝜃!

= 6 ∙
𝑒/d.,#ge

1 + 𝑒/d.,#ge
= 0.01205	(𝛾!f) 

Άρα μέχρι στιγμής έχουμε μειώσει το Logloss κατά: 0.015 − 0.01205 = 0.00295. 

5ο βήμα: 𝑠𝑡𝑒𝑝𝑠𝑖𝑧𝑒(𝜃!) = 0.01205 ∙ 5 = 0.06 

𝜃! = −6.2083 − 0.06 = −6.2683 

𝛩𝐿(𝛩)
𝛩𝜃!

= 6 ∙
𝑒/d.,dge

1 + 𝑒/d.,dge
= 0.01135	(𝛾!u) 

Αν συνεχίσουμε τη διαδικασία εώς ότου η βελτίωση της τιμής της συνάρτησης απώλειας να είναι 

< 10/e θα συγκλίνουμε κοντά στο μηδέν. Για τώρα σταματάμε στο 5ο βήμα άρα η εξίσωση 

γίνεται: 

𝑦è!) 	= 	−6.2683 ∙ 𝑥!)   (8.23) 
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Αν αντικαταστήσουμε τις τιμές των 𝑥!)  στη συνάρτηση (8.23) για να βρούμε τη πρώτη 

εκτίμηση  του 𝑦!#  με βάση τη πρώτη γραμμή (παρατηρήσεις) του πίνακα  8.8 έχουμε: 

𝑦!! = 6 ∙ s%(,.$,./01)

!2s%(,.$,./01)
= 0.00189	 ≅ 0   (8.24) 

Οπότε έχουμε 𝑦! = 0 και  𝑦è! = 0.001892. Η μεταξύ τους απόλυτη απόκλιση είναι: é𝑦!/𝑦è!#é =

0.001892. Στην ουσία έχουμε το ίδιο αποτέλεσμα για κάθε παρατήρηση που ανήκει στη 

διαδρομή του δέντρου για 𝑥! = 1 και 𝑥, = 0. 

|𝑦! 	− 	𝑦è!#| 	+	 |𝑦e 	− 	𝑦è!/| 		+ 	 |𝑦f 	− 	𝑦è!3| 		+ 		 |𝑦d 	− 	𝑦èd| 		+ 	 |𝑦v 	− 	𝑦è!4| 		+ 		 |𝑦!# 	− 	𝑦è!#1| 		

= 		0.001892	 + 	0.001892	+	. . . +	0.001892	 =		

6 ∙ 0.001892	 = 	0.00135	(𝛾!u) 

Χρησιμοποιούμε την ίδια μέθοδο για το δεύτερο δέντρο παλινδρόμησης του σχήματος (8.6.1) 

το τρίτο και ούτω καθ' εξής: 

Γράφημα 8.6.1: Απεικόνιση Δέντρων Παλινδρόμησης - Δεδομένα του πίνακα (8.8) 

 

Ο αλγόριθμος της Στοχαστικά Ενισχυμένης Κλίσης Δέντρου ακολουθεί παρόμοια διαδικασία με 

δύο όμως βασικές διαφορές. 
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1. Σε κάθε βήμα του αλγόριθμου γίνεται τυχαία επιλογή δεδομένων, οι παρατηρήσεις 

ανακατεύονται και λαμβάνεται δείγμα μικρότερο του αρχικού δείγματος. Αυτό 

ρυθμίζεται από υπερ-παράμετρο του αλγόριθμου. Για παράδεισμα αν 𝑆ê(⊆ 𝑆) = w
,
 τότε 

ακολουθούμε μία διαδικασία bootstrap σε κάθε βήμα του αλγορίθμου. 

2. Επιπλέον, σε κάθε βήμα γίνεται τυχαία επιλογή παραμέτρων αλλά και κατεύθυνσης, της 

οποίας  κινούνται (όπως έχουμε ήδη αναφέρει), άρα, είναι σα να δημιουργούμε μία 

διαδικασία MCMC στον υποχώρο των παραμέτρων. Επομένως, μειώνεται ο χώρος του 

προβλήματος από 𝑅] σε 𝑅]p με 𝑝̂ ≤ 𝑝 δηλ. με βάση τι αριθμός των παραμέτρων 

λαμβάνονται υπόψιν σε κάθε βήμα. Επίσης καθορίζεται από υπερ-παράμετρο του 

αλγορίθμου. 

H ουσία είναι ότι μειώνουμε δραστικά το χρόνο εκτέλεσης του αλγορίθμου διότι σε κάθε βήμα 

ο υπολογιστής πραγματοποιεί λιγότερες πράξεις.  

Όπως είδαμε προηγουμένως (υποθετικά δεδομένα) στον αλγόριθμο ενισχυμένης κλίσης ο 

υπολογιστής πραγματοποιεί όλες τις αριθμητικές πράξεις σε κάθε βήμα του αλγορίθμου, άρα, 

αν έχουμε ένα σύνολο δεδομένων 100,000 και 10 παραμέτρους, οι πράξεις που υλοποιούνται 

είναι 1,000,000 σε κάθε επανάληψη. Αν λάβουμε και 1,000 επαναλήψεις του αλγόριθμου, αυτό 

μεταφράζεται σε: 1,000	 ∙ 	1,000,000	 = 	1,000,000,000 πράξεις. 

Άρα σε μεγάλα σύνολα δεδομένων αλλά και σε εφαρμογές πραγματικού χρόνου είναι σημαντικό 

να έχουμε μικρό υπολογιστικό χρόνο. Παρακάτω εφαρμόζουμε αρχικά τον αλγόριθμο 

σταχαστικά ενισχυμένης κλίσης σε πραγματικά δεδομένα (σωματίδια) και την απόδοσή του τη 

συγκρίνουμε με τον αλγόριθμο ενισχυμένης κλίσης αλλά και τον αλγόριθμο της λογιστικής 

παλινδρόμησης. 

Χρησιμοποιούμε 100 επαναλήψεις του αλγορίθμου για να συγκλίνουμε στο «ολικό βέλτιστο» 

(ελάχιστη τιμή της συνάρτησης απώλειας “loss function”). Η συνάρτηση απώλειας στα δεδομένα 

εκπαίδευσης φαίνεται στο σχήμα (8.6.1). 
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Γράφημα 8.6.2: Δεδομένα εκπαίδευσης – σφάλμα της συνάρτησης απώλειας (100 
επαναλήψεις) 

 

Η συνάρτηση απώλειας (“logloss”) των δεδομένων εκπαίδευσης έχει κανονικό μοτίβο. Εδώ, 

πρέπει να αναφέρουμε ότι χρησιμοποιήσαμε ένα υποσύνολο των δεδομένων εκπαίδευσης 

(80%), οπότε, 20% των συνολικών παρατηρήσεων, δηλ. 1𝑀 παρατηρήσεις από τις συνολικές 

5𝑀 παρατηρήσεις, θα χρησιμοποιηθούν ως σύνολο δοκιμών (έχουμε στη διάθεσή μας τις 

ετικέτες του ταξινομητή) για να μετρήσουμε την προγνωστική ακρίβεια του μοντέλου μας. 

Περιμένουμε από τη συνάρτηση απώλειας “logloss” να έχει παρόμοιο μοτίβο στα δεδομένα 

δοκιμής, αλλά πρέπει να παρατηρήσουμε μια επίπεδη καμπύλη στις τελικές επαναλήψεις (ο 

αλγόριθμος τελικά συγκλίνει). 
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Γράφημα 8.6.3: Δεδομένα δοκιμής – σφάλμα της συνάρτησης απώλειας “lolgloss” (100 
επαναλήψεις) 

 

Παρατηρούμε ότι ο αλγόριθμος έχει συγκλίνει (επίπεδη καμπύλη) περίπου μετά την 60η 

επανάληψη σε σύγκριση με το πρόβλημα της καθοδικής κλίσης όπου γνωρίζουμε ότι ο 

αλγόριθμος συγκλίνει στις 1000 επαναλήψεις. Πρέπει να ελέγξουμε την ακρίβεια του μοντέλου 

(πραγματική πιθανότητα έναντι εκτιμώμενης πιθανότητας, δηλαδή ο γνωστός πίνακας σύγχυσης 

ή “confusion matrix”). Ο κώδικας στην R είναι το αρχείο particles.R και τα αποτελέσματα του 

μοντέλου είναι:  

𝐶𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛	𝑀𝑎𝑡𝑟𝑖𝑥	𝑎𝑛𝑑	𝑆𝑡𝑎𝑡𝑖𝑠𝑡𝑖𝑐𝑠	

	

																									𝑅𝑒𝑓𝑒𝑟𝑒𝑛𝑐𝑒	

𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛							0											1	

									0									473828	129373	

									1											68317	328482	



163 

																																											

															𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ∶ 	0.8023											

																	95%	𝐶𝐼 ∶ 	 (0.8015, 0.8031)	

				𝑁𝑜	𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛	𝑅𝑎𝑡𝑒 ∶ 	0.5421											

				𝑃 − 𝑉𝑎𝑙𝑢𝑒	[𝐴𝑐𝑐	 > 	𝑁𝐼𝑅] ∶	< 	2.2𝑒 − 16								

																		𝐾𝑎𝑝𝑝𝑎 ∶ 	0.5976																																																					

	𝑀𝑐𝑛𝑒𝑚𝑎𝑟′𝑠	𝑇𝑒𝑠𝑡	𝑃 − 𝑉𝑎𝑙𝑢𝑒 ∶	< 	2.2𝑒 − 16								

																																											

												𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦 ∶ 	0.8740											

												𝑆𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦 ∶ 	0.7174											

									𝑃𝑜𝑠	𝑃𝑟𝑒𝑑	𝑉𝑎𝑙𝑢𝑒 ∶ 	0.7855											

									𝑁𝑒𝑔	𝑃𝑟𝑒𝑑	𝑉𝑎𝑙𝑢𝑒 ∶ 	0.8278											

													𝑃𝑟𝑒𝑣𝑎𝑙𝑒𝑛𝑐𝑒 ∶ 	0.5421											

									𝐷𝑒𝑡𝑒𝑐𝑡𝑖𝑜𝑛	𝑅𝑎𝑡𝑒 ∶ 	0.4738											

			𝐷𝑒𝑡𝑒𝑐𝑡𝑖𝑜𝑛	𝑃𝑟𝑒𝑣𝑎𝑙𝑒𝑛𝑐𝑒 ∶ 	0.6032											

						𝐵𝑎𝑙𝑎𝑛𝑐𝑒𝑑	𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ∶ 	0.7957											

																																											

							′𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒′	𝐶𝑙𝑎𝑠𝑠 ∶ 	0																

Παρατηρούμε ότι η ακρίβεια είναι 0.8023 ή 80.2%. Για χάριν του επιχειρήματος, θα 

μπορούσαμε να πούμε ότι το αρχικό ποσοστό πρόβλεψης για την αρνητική τάξη «μηδέν ή μη-

συμμετρικό σωματίδιο» είναι 0.542 ή 54.2%, σε αντίθεση με το ποσοστό για την θετική τάξη 

«ένα ή υπερσυμμετρικό σωματίδιο» που είναι 0.458 ή 45.8%. 

𝑚𝑒𝑎𝑛(𝑡𝑒𝑠𝑡$𝑃𝑎𝑟𝑡𝑖𝑐𝑙𝑒𝑠)	

[1]	0.457855	
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1	 − 	𝑚𝑒𝑎𝑛(𝑡𝑒𝑠𝑡$𝑃𝑎𝑟𝑡𝑖𝑐𝑙𝑒𝑠)	

[1]	0.542145 

Η ακρίβεια στην αρνητική τάξη ′0′  είναι 0.874 ή 87.4% και στη θετική τάξη ′1′ είναι 0.7174 ή 

71.7%. Η συνολική ακρίβεια, όπως ήδη αναφέραμε, του προγνωστικού μοντέλου είναι 80.2%. 

Το σημαντικό είναι ότι μπορούμε να προβλέψουμε σωστά ότι 7/10 σωματίδια είναι 

υπερσυμμετρικά, δηλ. το μοντέλο πρόβλεψης είναι ένα ικανοποιητικό μοντέλο για να 

ξεκινήσουμε. Είναι φυσικό να υπάρχουν τεχνικές βελτιστοποίησης του μοντέλου μας, αλλά οι 

προβλέψεις του μοντέλου είναι πολύ καλές αν λάβουμε υπόψη ότι δεν έχουμε πραγματοποιήσει 

καμία έρευνα σχετικά με τις μεταβλητές του μοντέλου (feature engineering).  

Επιπλέον, εξετάζουμε τις σημαντικές μεταβλητές του εκπαιδευόμενου μοντέλου όσον αφορά τη 

πιθανότητα της μεταβλητής απόκρισης, δηλαδή, εάν κάποιο σωματίδιο ανιχνεύεται ως υπερ-

συμμετρικό ή όχι. Δείχνουμε στο γράφημα  τις σημαντικές μεταβλητές του μοντέλου και 

ερμηνεύουμε τα αποτελέσματα. 

 

Γράφημα 8.6.4: Σημαντικές μεταβλητές του εκπαιδευόμενου μοντέλου 

 

( )8.6.3
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Παρατηρούμε ότι οι σημαντικές μεταβλητές (με φθίνουσα σημαντικότητα) είναι οι: V8, V13, V2, 

V11, V3, V6, V12, V19, V18, V10, V15, V17 και V14. Οι υπόλοιπες είναι σημαντικές σε ποσοστό 

< 1% οπότε δε τις λαμβάνουμε υπόψη. Θα συγκρίνουμε τα αποτελέσματα με τους αλγόρθμους 

της λογιστικής παλινδρόμησης αλλά και της καθοδικής κλίσης (gradient descent). Στην ουσία θα 

συγκρίνουμε τη σημαντικότητα των μεταβλητών, την αποτελεσματικότητα του αλγόριθμου 

(ακρίβεια) αλλά και το υπολογιστικό κόστος. Για τον αλγόριθμο του xgboostg χρειάστηκε να 

δημιουργήσουμε 100 δέντρα (𝑛𝑟𝑜𝑢𝑛𝑑𝑠 = 100) σε χρόνο σχεδόν 185 λεπτών: 

𝑒𝑛𝑑_𝑡𝑖𝑚𝑒_𝑐𝑣	 − 	𝑠𝑡𝑎𝑟𝑡_𝑡𝑖𝑚𝑒_𝑐𝑣	

𝑇𝑖𝑚𝑒	𝑑𝑖𝑓𝑓𝑒𝑟𝑒𝑛𝑐𝑒	𝑜𝑓	3.081349	ℎ𝑜𝑢𝑟𝑠	 ≅ 185	𝑚𝑖𝑛𝑠 

Οπότε ο αλγόριθμος xgboost δημιουργεί ένα δέντρο ανά ≅ 2 λεπτά σε δείγμα 4𝑀 

παρατηρήσεων. Η ουσία είναι ότι έχουμε δημιουργήσει ένα μοντέλο ταξινόμησης με τον 

αλγόριθμο xgboost που προβλέπει με μεγάλη ακρίβεια εάν ένα σωματίδιο είναι υπερ-

συμμετρικό ή όχι. Η συγκεκριμένη μελέτη χρησιμοποιείται για να δείξει τις τεράστιες 

δυνατότητες του αλγορίθμου της στοχαστικά ενισχυμένης κλίσης. Εφαρμόζουμε τον αλγόριθμο 

χωρίς να γνωρίζουμε τα αποτελέσματα του μοντέλου, από τη σκοπιά της ακρίβειας. 

Κατασκευάσαμε ένα πολύ καλό μοντέλο με λίγη προσπάθεια, και επιπλέον, ο αριθμός των 

επαναλήψεων για τη σύγκλιση του αλγορίθμου είναι ντετερμινιστικός (< 100 βήματα). Αυτό θα 

μπορούσε κάλλιστα να σημαίνει ότι οι στοχαστικά ενισχυμένης κλίσης αλγόριθμοι έχουν 

σημαντικό ρόλο στην προγνωστική μοντελοποίηση. 

 

8.7 Εφαρμογή του αλγορίθμου της Λογιστικής Παλινδρόμησης (“Logistic 

Regression”) 

 

Σε αυτό το κεφάλαιο, θα δούμε μια εφαρμογή ενός άλλου γνωστού αλγόριθμου, της 

«πολλαπλής» λογιστικής παλινδρόμησης. Βασικά, σκοπός μας είναι να εξετάσουμε τα 

αποτελέσματα καθώς και την απόδοση του αλγορίθμου στα εκπαιδευόμενα δεδομένα (δηλ. τα 

δεδομένα του σήματος) και να τα συγκρίνουμε με τον αλγόριθμο της υπερβολικά ενισχυμένης 

κλίσης (XGboost). Όπως έχουμε αναφέρει, προσπαθούμε να προβλέψουμε εάν κάποιο 

σωματίδιο είναι υπερ-συμμετρικό ή όχι. Το σύνολο των δεδομένων εκπαίδευσης έχει 4𝑀 
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παρατηρήσεις και το σύνολο των δεδομένων, στα οποία θα δοκιμαστεί η απόδοση του 

αλγορίθμου, έχει 1𝑀 παρατηρήσεις, αντίστοιχα. 

Χρησιμοποιούμε μία γνωστή συνάρτηση της R (“glm”) που στην ουσία χρησιμοποιείται για τη 

προσαρμογή γενικευμένων μοντέλων γραμμικής παλινδρόμησης (στα οποία ανήκει και το 

μοντέλο λογιστικής παλινδρόμησης). Το πιθανοθεωρητικό μέρος για το μοντέλο της λογιστικής 

παλινδρόμησης το έχουμε αναφέρει στο κεφάλαιο 7, οπότε, εδώ θα ερμηνέυσουμε τα 

αποτελέσματα.  

Τα δεδομένα εκπαίδευσης είναι ακριβώς τα ίδια με το προηγούμενο κεφάλαιο (8.6) όπως και οι 

επεξηγηματικές μεταβλητές που χρησιμοποιούνται για τη προσαρμογή του μοντέλου. Ο κώδικας 

στην R είναι το αρχείο particles.R και τα αποτελέσματα του μοντέλου είναι: 

 

𝑠𝑢𝑚𝑚𝑎𝑟𝑦(𝑙𝑜𝑔𝑚𝑜𝑑𝑒𝑙)	

𝐶𝑎𝑙𝑙:	

𝑔𝑙𝑚(𝑓𝑜𝑟𝑚𝑢𝑙𝑎	 = 	𝑃𝑎𝑟𝑡𝑖𝑐𝑙𝑒𝑠	~	. , 𝑓𝑎𝑚𝑖𝑙𝑦	 = 	𝑏𝑖𝑛𝑜𝑚𝑖𝑎𝑙("𝑙𝑜𝑔𝑖𝑡"), 𝑑𝑎𝑡𝑎	 = 	𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔)	

	

𝐷𝑒𝑣𝑖𝑎𝑛𝑐𝑒	𝑅𝑒𝑠𝑖𝑑𝑢𝑎𝑙𝑠:		

				𝑀𝑖𝑛							1𝑄			𝑀𝑒𝑑𝑖𝑎𝑛							3𝑄						𝑀𝑎𝑥			

−8.4904		 − 0.7355		 − 0.4449			0.6795			4.3438			

	

𝐶𝑜𝑒𝑓𝑓𝑖𝑐𝑖𝑒𝑛𝑡𝑠:	

																																𝐸𝑠𝑡𝑖𝑚𝑎𝑡𝑒	𝑆𝑡𝑑. 𝐸𝑟𝑟𝑜𝑟		𝑧	𝑣𝑎𝑙𝑢𝑒	𝑃𝑟(> |𝑧|)					

(𝐼𝑛𝑡𝑒𝑟𝑐𝑒𝑝𝑡) 	− 1.6597454		0.0085309	 − 194.557		 < 	2𝑒 − 16	 ∗∗∗	

𝑉2											2.3247960		0.0095615		243.140		 < 	2𝑒 − 16	 ∗∗∗	

𝑉3											0.0007027		0.0014037				0.501	0.616650					

𝑉4										 − 0.0022715		0.0013739			 − 1.653	0.098266	.			



167 

𝑉5											0.4714308		0.0051781			91.042		 < 	2𝑒 − 16	 ∗∗∗	

𝑉6											0.0004230		0.0014093				0.300	0.764086					

𝑉7											0.0001291		0.0013430				0.096	0.923404					

𝑉8											4.6796315		0.0111762		418.714		 < 	2𝑒 − 16	 ∗∗∗	

𝑉9											0.0044037		0.0013272				3.318	0.000907	 ∗∗∗	

𝑉10									 − 0.4068215		0.0046422		 − 87.635		 < 	2𝑒 − 16	 ∗∗∗	

𝑉11										0.3154562		0.0051128			61.699		 < 	2𝑒 − 16	 ∗∗∗	

𝑉12										0.2247235		0.0407917				5.509	3.61𝑒 − 08	 ∗∗∗	

𝑉13									 − 1.6007533		0.0156085	 − 102.557		 < 	2𝑒 − 16	 ∗∗∗	

𝑉14									 − 1.7140024		0.0087289	 − 196.359		 < 	2𝑒 − 16	 ∗∗∗	

𝑉15										0.0992781		0.0055906			17.758		 < 	2𝑒 − 16	 ∗∗∗	

𝑉16									 − 2.0552925		0.0378783		 − 54.260		 < 	2𝑒 − 16	 ∗∗∗	

𝑉17										0.5271440		0.0101672			51.848		 < 	2𝑒 − 16	 ∗∗∗	

𝑉18									 − 0.6227863		0.0052019	 − 119.722		 < 	2𝑒 − 16	 ∗∗∗	

𝑉19										1.1110192		0.0129306			85.922		 < 	2𝑒 − 16	 ∗∗∗	

− − −	

𝑆𝑖𝑔𝑛𝑖𝑓. 𝑐𝑜𝑑𝑒𝑠:		0	‘ ∗∗∗ ’	0.001	‘ ∗∗ ’	0.01	‘ ∗ ’	0.05	‘. ’	0.1	‘	’	1	

	

(𝐷𝑖𝑠𝑝𝑒𝑟𝑠𝑖𝑜𝑛	𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟	𝑓𝑜𝑟	𝑏𝑖𝑛𝑜𝑚𝑖𝑎𝑙	𝑓𝑎𝑚𝑖𝑙𝑦	𝑡𝑎𝑘𝑒𝑛	𝑡𝑜	𝑏𝑒	1)	

				𝑁𝑢𝑙𝑙	𝑑𝑒𝑣𝑖𝑎𝑛𝑐𝑒:	5516233		𝑜𝑛	3999999		𝑑𝑒𝑔𝑟𝑒𝑒𝑠	𝑜𝑓	𝑓𝑟𝑒𝑒𝑑𝑜𝑚	

𝑅𝑒𝑠𝑖𝑑𝑢𝑎𝑙	𝑑𝑒𝑣𝑖𝑎𝑛𝑐𝑒:	3665207		𝑜𝑛	3999981		𝑑𝑒𝑔𝑟𝑒𝑒𝑠	𝑜𝑓	𝑓𝑟𝑒𝑒𝑑𝑜𝑚	

𝐴𝐼𝐶:	3665245	

𝑁𝑢𝑚𝑏𝑒𝑟	𝑜𝑓	𝐹𝑖𝑠ℎ𝑒𝑟	𝑆𝑐𝑜𝑟𝑖𝑛𝑔	𝑖𝑡𝑒𝑟𝑎𝑡𝑖𝑜𝑛𝑠:	7 
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Παρατηρούμε ότι οι σημαντικές μεταβλητές είναι: ο σταθερός όρος, η μεταβλητή  V2, V5, V8, V9, 

V10, V11, V12, V13, V14, V15, V16, V17, V18, V19. Τα αποτελέσματα διαφέρουν σε σχέση με το 

μοντέλο της υπερβολικά ενισχυμένης κλίσης ή xgboost, μάλιστα, αν ανατρέξουμε στο γράφημα 

(8.6.3) θα παρατηρήσουμε ότι οι τέσσερις μεταβλητές (μεγαλύτερης σημαντικότητας) είναι οι: 

V2, V8, V11, V13 (έχουν αναγνωριστεί εξίσου σημαντικές στο μοντέλο της λογιστικής 

παλινδρόμησης αλλά και στο μοντέλο της καθοδικής κλίσης όπως θα δούμε παρακάτω). Η 

διαφορά είναι ότι στο μοντέλο xgboost οι υπόλοιπες μεταβλητές θεωρούνται λιγότερο 

σημαντικές (επίπεδο σημαντικότητας χαμηλότερο του 5%).  

Από υπολογιστική σκοπιά, o αλγόριθμος της λογιστικής παλινδρόμησης δημιουργεί ένα μοντέλο 

σχεδόν σε 1.6 υπολογιστικό χρόνο (≅ 4.5	𝜆𝜀𝜋𝜏ά) σε σχέση με τη δημιουργία ενός ενισχυμένου 

δέντρου του αλγόριθμου xgboost (≅ 2	𝜆𝜀𝜋𝜏ά), οπότε και οι δύο αλγόριθμοι έχουν καλή 

απόδοση, παρόλο το μεγάλο όγκο των δεδομένων. Εδώ να αναφέρουμε ότι τελευταίο βήμα είναι 

η αξιολόγηση του αλγόριθμου της καθοδικής κλήσης. Θα επισυνάψουμε τον τελικό πίνακα με 

τους χρόνους εκτέλεσης του κάθε αλγόριθμου αλλά και της ακρίβειας που επιτυγχάνει. 

Θα αξιολογήσουμε την ακρίβεια του αλγορίθμου με βάση το γνωστό πίνακα σύγχυσης ή 

“confusion matrix”. Αρχικά, όμως, θα ερμηνεύσουμε το αποτέλεσμα της R και τι σημαίνει το null 

deviance (μηδενική απόκλιση) καθώς και το residual deviance (υπολειμματική απόκλιση). 

Στη γραμμική παλινδρόμηση, τα υπόλοιπα ορίζονται ως η διαφορά μεταξύ της εκτιμώμενης τιμής 

και της πραγματικής τιμής που προσπαθούμε να προβλέψουμε. Η λογιστική παλινδρόμηση 

εφαρμόζεται χρησιμοποιώντας τη μέγιστη πιθανοφάνεια, οπότε είναι αναμενόμενο ότι μια 

ανάλογη έννοια όμοια με τα υπόλοιπα της γραμμικής παλινδρόμησης θα περιλαμβάνει την 

έννοια της πιθανότητας. Υπάρχουν διάφοροι ορισμοί της έννοιας της απόκλισης. Εδώ, θα 

χρησιμοποιήσουμε τους ορισμούς που χρησιμοποιεί η συνάρτηση της R ("𝑔𝑙𝑚")	 για να 

εξηγήσουμε τα αποτελέσματα του μοντέλου. Η απόκλιση μιας παρατήρησης μπορεί να 

υπολογιστεί ως −2 ∗ τη	λογαριθµική	πιθανότητα	  (“log likehood”) αυτής της παρατήρησης. Η 

απόκλιση ενός συνόλου δεδομένων είναι απλώς το άθροισμα των αποκλίσεων όλων των 

παρατηρήσεων. Η υπολειμματική απόκλιση (“residual deviance”) μιας παρατήρησης προέρχεται 

από την ίδια την απόκλιση και είναι ανάλογη με την έννοια του υπολοίπου στη γραμμική 

παλινδρόμηση. Μπορεί να υπολογιστεί ως εξής: 

𝑑𝑟; = 𝑑; ∙ 𝑠𝑖𝑔𝑛T𝑦� − 𝑃(𝑦; = 1|𝑥;)X 
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Για μια παρατήρηση 𝑖, το 𝑑𝑟)  αντιπροσωπεύει την υπολειμματική απόκλιση και το 𝑑)  

αντιπροσωπεύει την απόκλιση. Σημειώστε ότι το τετράγωνο της υπολειμματικής απόκλισης 

εξαλείφει τη συνάρτηση σήματος (sign) και παράγει μόνο την απόκλιση της παρατήρησης. Κατά 

συνέπεια, το άθροισμα των  τετραγώνων της υπολειμματικής απόκλισης είναι η απόκλιση του 

συνόλου δεδομένων, το οποίο είναι ακριβώς η λογαριθμική πιθανότητα (log likehood) του 

συνόλου δεδομένων που κανονικοποιείται από τη σταθερά −2. Κατά συνέπεια, η μεγιστοποίηση 

της λογαριθμικής πιθανότητας των δεδομένων είναι η ίδια με την ελαχιστοποίηση του 

αθροίσματος των τετραγώνων της υπολειμματικής απόκλισης και, συνεπώς, με την 

ελαχιστοποίηση της απόκλισης μεταξύ της εκτιμώμενης τιμής («τάξης») και της πραγματικής 

τιμής. 

Ένας τρόπος για να αξιολογήσουμε ένα μοντέλο λογιστικής παλινδρόμησης είναι να 

υπολογίσουμε τη διαφορά μεταξύ της απόκλισης του μοντέλου και της απόκλισης του μηδενικού 

μοντέλου, το οποίο είναι το μοντέλο που εκπαιδεύεται χωρίς επεξηγηματικές μεταβλητές. Η 

απόκλιση του μηδενικού μοντέλου είναι γνωστή ως μηδενική απόκλιση (null deviance). Το 

μηδενικό μοντέλο προβλέπει την θετική τάξη (‘1') μέσω της προκαθορισμένης πιθανότητας, 

καθώς δεν διαθέτει επεξηγηματικές μεταβλητές. Αυτή η πιθανότητα εκτιμάται μέσω του 

ποσοστού των παρατηρήσεων της θετικής τάξης (‘1′) στα εκπαιδευόμενα δεδομένα (στο 

πρόβλημα υπό διερεύνηση η μέση τιμή της θετικής τάξης είναι 0.458 ή 45.8%). 

Η υπολειμματική απόκλιση και η μηδενική απόκλιση είναι ανάλογες με το υπολειμματικό 

άθροισμα των τετραγώνων (RSS) και το πραγματικό άθροισμα των τετραγώνων (TSS) στη 

περίπτωση της γραμμικής παλινδρόμησης. Εάν η διαφορά μεταξύ αυτών των δύο είναι υψηλή, 

η ερμηνεία είναι παρόμοια με την έννοια του υπολειμματικού αθροίσματος τετραγώνων στη 

γραμμική παλινδρόμηση δηλ. ότι εξηγεί σε μεγάλο ποσοστό τη διακύμανση που παρατηρείται 

από τη μεταβλητή απόκρισης. Χρησιμοποιώντας αυτή τη σχέση, μπορούμε να ορίσουμε μια 

ψευδό – 𝑅, τιμή για το μοντέλο που έχουμε προσαρμόσει, χρησιμοποιώντας την ίδια εξίσωση 

που χρησιμοποιείται για τον υπολογισμό του 𝑅, στη γραμμική παλινδρόμηση αλλά 

αντικαθιστώντας τα αθροίσματα των τετραγώνων με τις αποκλίσεις. Το αποτέλεσμα της R για τη 

διαφορά των δύο αποκλίσεων είναι η εξής: 

#	𝐶ℎ𝑒𝑐𝑘	𝑜𝑢𝑟	𝑚𝑜𝑑𝑒𝑙′𝑠	𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛	𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦	(𝑝𝑠𝑒𝑢𝑑𝑜	"𝑅 − 𝑆𝑞𝑢𝑎𝑟𝑒𝑑")	

𝑚𝑜𝑑𝑒𝑙_𝑝𝑠𝑒𝑢𝑑𝑜_𝑟_𝑠𝑞𝑢𝑎𝑟𝑒𝑑(𝑙𝑜𝑔𝑚𝑜𝑑𝑒𝑙, 𝑑𝑎𝑡𝑎	 = 	𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔, 𝑟𝑒𝑠𝑝𝑜𝑛𝑠𝑒	 = 	"𝑃𝑎𝑟𝑡𝑖𝑐𝑙𝑒𝑠") 
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[1]	0.3355597 

Με βάση το αποτέλεσμα της R, το μοντέλο λογιστικής παλινδρόμησης εξηγεί περίπου το 33.6% 

της μηδενικής απόκλισης. Αυτό είναι χαμηλό. Κατά πάσα πιθανότητα, δεν διαθέτουμε αρκετές 

επεξηγηματικές μεταβλητές για να κάνουμε ακριβείς προβλέψεις με το μοντέλο της λογιστικής 

παλινδρόμησης.  

Εκτός από το ψευδό – 𝑅,, θέλουμε να ελέγξουμε εάν η διαφορά μεταξύ της μηδενικής απόκλισης 

και της υπολειμματικής απόκλισης είναι σημαντική. Η απουσία τιμής 𝑝	– 	𝑣𝑎𝑙𝑢𝑒 δίπλα στα 

αποτελέσματα της υπολειμματικής απόκλισης υποδηλώνει ότι η R δεν έχει εφαρμόσει κάποιο 

τεστ. Αποδεικνύεται (εκτός διερεύνησης) ότι η διαφορά μεταξύ των υπολειμματικών και 

μηδενικών αποκλίσεων κατανέμεται ασυμπτωτικά από τη κατανομή 𝛸, (CHI – squared). Θα 

ορίσουμε μια συνάρτηση στην R για τον υπολογισμό του 𝑝	– 	𝑣𝑎𝑙𝑢𝑒 της συγκεκριμένης 

διαφοράς, αλλά είναι σημαντικό να τονίσουμε ότι είναι απλά μία εκτίμηση. 

Πρώτον, χρειαζόμαστε τη διαφορά μεταξύ της μηδενικής απόκλισης και της υπολειμματικής 

απόκλισης. Χρειαζόμαστε επίσης τους βαθμούς ελευθερίας για αυτήν τη διαφορά (αναφέρονται 

επίσης στα αποτελέσματα της R), οι οποίοι υπολογίζονται αφαιρώντας τον αριθμό των βαθμών 

ελευθερίας του μοντέλου από εκείνους του μηδενικού μοντέλου. Το μηδενικό μοντέλο έχει μόνο 

το σταθερό όρο ª𝑒\1«, οπότε ο αριθμός των βαθμών ελευθερίας είναι ο συνολικός αριθμός 

παρατηρήσεων μείον το πλήθος των παραμέτρων που είναι 1 (δηλ. 4,000,000	– 	1	 =

3,999,999). Για την υπολειμματική απόκλιση, υπολογίζουμε τον πλήθος των συντελεστών 

(παραμέτρων) της λογιστικής παλινδρόμησης, συμπεριλαμβανομένου του σταθερού όρου, 

επομένως πρέπει να αφαιρέσουμε το συγκεκριμένο αριθμό από τον συνολικό αριθμό των 

παρατηρήσεων (δηλ. 4,000,0000	– 	19	 = 3,981,000). Τέλος, χρησιμοποιούμε τη συνάρτηση 

𝑝𝑐ℎ𝑖𝑠𝑞	() για να αποκτήσουμε τη τιμή 𝑝 − 𝑣𝑎𝑙𝑢𝑒. Τα αποτελέσματα της συνάρτησης είναι τα 

εξής: 

	#	𝐶ℎ𝑖	 − 	𝑆𝑞𝑢𝑎𝑟𝑒𝑑	𝑝	 − 	𝑣𝑎𝑙𝑢𝑒	

𝑚𝑜𝑑𝑒𝑙_𝑐ℎ𝑖_𝑠𝑞𝑢𝑎𝑟𝑒𝑑_𝑝_𝑣𝑎𝑙𝑢𝑒(𝑙𝑜𝑔𝑚𝑜𝑑𝑒𝑙, 𝑑𝑎𝑡𝑎	 = 	𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔, 𝑟𝑒𝑠𝑝𝑜𝑛𝑠𝑒	 = 	"𝑃𝑎𝑟𝑡𝑖𝑐𝑙𝑒𝑠")	

[1]	0 

Η 𝑝 − 𝑣𝑎𝑙𝑢𝑒 που λαμβάνουμε είναι μηδέν, οπότε απορρίπτεται η μηδενική υπόθεση (𝛨#	) δηλ. 

ότι δεν υπάρχει σημαντική διαφορά μεταξύ υπολειμματικής και μηδενικής απόκλισης. 
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Επομένως, είμαστε σίγουροι ότι το μοντέλο μας παράγει προβλέψεις που είναι καλύτερες από 

τη τυχαία πρόβλεψη. Αυτό είναι σημαντικό διότι παρόλο που το μοντέλο (με βάση το ψευδό - 

𝑅^2) εξηγεί μόνο το 33.6% της διακύμανσης της μεταβλητής απόκρισης (δηλ. «υπερ-συμμετρικό 

ή μη») μας διαβεβαιώνει ότι έχουμε φτιάξει ένα μοντέλο που δίνει προβλέψεις καλύτερες από 

το μηδενικό μοντέλο αλλά και από τη τυχαία εικασία. 

Επομένως, συνεχίζουμε τη διερεύνησή μας με βάση το πίνακα σύγχυσης (ή confusion matrix) για 

να υπολογίσουμε τη προβλεπτική ακρίβεια του μοντέλου της λογιστικής παλινδρόμησης. 

																													𝑎𝑐𝑡𝑢𝑎𝑙	

𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑									0										1	

								0									478420	147619	

								1											63725		310236 

#	𝛢𝑐𝑐𝑢𝑟𝑎𝑐𝑦	𝑜𝑓	𝑡ℎ𝑒	𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑	𝑙𝑜𝑔𝑖𝑠𝑡𝑖𝑐	𝑚𝑜𝑑𝑒𝑙	𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦_𝑙𝑟	 < −	(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[1, 1] 	

+ 	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[2, 2])	/	𝑛𝑟𝑜𝑤(𝑡𝑒𝑠𝑡))	

[1]	0.788656 

#	𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	𝑜𝑟	𝑃𝑜𝑠	𝑃𝑟𝑒𝑑	𝑉𝑎𝑙𝑢𝑒	𝑜𝑓	𝑙𝑜𝑔𝑖𝑠𝑡𝑖𝑐	𝑚𝑜𝑑𝑒𝑙		𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛_𝑙𝑟	 < −	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[2, 2]	/	𝑠𝑢𝑚(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[2, ]))	

[1]	0.8295945 

#	𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	𝑜𝑓	𝑙𝑜𝑔𝑖𝑠𝑡𝑖𝑐	𝑚𝑜𝑑𝑒𝑙	𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦_𝑙𝑟	 < −	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[2, 2]	/	𝑠𝑢𝑚(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[, 2]))	

[1]	0.6775857 

#	𝑆𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦	𝑜𝑓	𝑙𝑜𝑔𝑖𝑠𝑡𝑖𝑐	𝑟𝑒𝑔𝑟𝑒𝑠𝑠𝑖𝑜𝑛	𝑚𝑜𝑑𝑒𝑙	𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦_𝑙𝑟	 < −	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[1, 1]	/	𝑠𝑢𝑚(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑙𝑟[, 1])) 

1]	0.8824576 

Παρατηρούμε ότι η ακρίβεια του μοντέλου της λογιστικής παλινδρόμησης είναι 78.9% σε 

αντίθεση με το μοντέλο της υπερβολικά ενισχυμένης κλίσης (xgboost) που είναι 80.2%. Επίσης 
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αν συγκρίνουμε το sensitivity (specificity στα αποτελέσματα του XGBoost διότι είχαμε πάρει 

αντίθετα τις τιμές των ταξινομητών 0 και 1), που είναι το ποσοστό των προβλεπόμενων τιμών 

της θετικής τάξης 1 σε σχέση με τις πραγματικές, θα δούμε ότι είναι χαμηλότερο στο μοντέλο της 

λογιστικής παλινδρόμησης (67.8% έναντι 71.7%). Όμως αν παρατηρήσουμε το precision 

(positive predicted value) δηλ. πόσες προβλέψεις της θετικής τάξης ήταν σωστές σε σχέση με το 

σύνολο των προβλέψεων θα δούμε ότι στο μοντέλο της λογιστικής παλινδρόμησης έχουμε 

precision 83.0% σε σχέση με το μοντέλο της υπερβολικά ενισχυμένης κλίσης όπου η τιμή είναι 

ελάχιστα χαμηλότερη της τάξης του 82.8%. Άρα, συνολικά (με βάση το σύνολο των δεικτών) 

έχουμε καλύτερη προβλεπτική απόδοση του αλγορίθμου xgboost. 

Φυσικά, έχουμε χρησιμοποιήσει ως όριο για τη πιθανότητα (το σημείο διαχωρισμού της θετικής 

από την αρνητική τάξη) το	0.5 ενώ γνωρίζουμε από τη πρότερη ανάλυση ότι το ποσοστό της 

θετικής τάξης στα δεδομένα μας είναι 0.458	ή	45.8%, άρα, έχουμε κάνει πιο αυστηρή τη 

περίπτωση να προβλέψει το μοντέλο ότι μία παρατήρηση ανήκει στη θετική τάξη. Για να βρούμε 

το κατάλληλο όριο (cutoff) και να έχουμε υψηλότερο precision αλλά και sensitivity  

χρησιμοποιούμε το γράφημα της ROC καμπύλης που στην ουσία είναι το trade-off μεταξύ των 

δύο αναφερόμενων χαρακτηριστικών.  
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Γράφημα 8.7.1: Καμπύλη ROC 

 

Όπως παρατηρούμε στο γράφημα  για να αυξήσουμε το sensitivity (> 0.8) πρέπει να 

θυσιάσουμε το precision (< 0.75) και αντίθετα για να αυξήσουμε το precision (οπότε θα έχουμε 

λιγότερα false positives και αντίστοιχα χαμηλότερο type 1 error) πρέπει να θυσιάσουμε 

sensitivity. Το όριο (cutoff) στη 1η περίπτωση είναι μικρότερο του αρχικού ποσοστού της θετικής 

τάξης (41,3% < 45.8%) και το όριο (cutoff)  στη 2η περίπτωση είναι μεγαλύτερο (49% >

45.8%), οπότε στη περίπτωσή μας που χρησιμοποίησαμε ως όριο το 0.5	ή	50% περιμένουμε 

sensitivity και precision κοντά στα αποτελέσματα. Τα πρώτα  αποτελέσματα της R για τα cutoffs 

είναι τα εξής: 

 

 

 

 

( )8.7.1



174 

#	𝑇ℎ𝑟𝑒𝑠ℎ𝑜𝑙𝑑𝑠	𝑓𝑜𝑟	𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	 > 	0.8	𝑎𝑛𝑑	𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	 > 	0.7	

𝑠𝑢𝑏𝑠𝑒𝑡(𝑡ℎ𝑟𝑒𝑠ℎ𝑜𝑙𝑑𝑠, (𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	 > 	0.8)	&	(𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	 > 	0.7))	

																			𝑐𝑢𝑡𝑜𝑓𝑓𝑠					𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	

460993	0.4131661			0.8000022	0.7284368	

460994	0.4131660			0.8000044	0.7284374	

460995	0.4131643			0.8000066	0.7284379	

460996	0.4131640			0.8000087	0.7284385	

460997	0.4131619			0.8000087	0.7284370	

460998	0.4131618			0.8000109	0.7284376	

460999	0.4131611			0.8000109	0.7284361	

	𝑇ℎ𝑟𝑒𝑠ℎ𝑜𝑙𝑑𝑠	𝑓𝑜𝑟	𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	 > 	0.7	𝑎𝑛𝑑	𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	 > 	0.8	

𝑠𝑢𝑏𝑠𝑒𝑡(𝑡ℎ𝑟𝑒𝑠ℎ𝑜𝑙𝑑𝑠, (𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	 > 	0.7)	&	(𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	 > 	0.8))	

																		𝑐𝑢𝑡𝑜𝑓𝑓𝑠						𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	

357312	0.4902347			0.7000011	0.8165933	

357313	0.4902340			0.7000033	0.8165938	

357314	0.4902338			0.7000055	0.8165943	

357315	0.4902316			0.7000076	0.8165947	

357316	0.4902291			0.7000098	0.8165952	

357317	0.4902270			0.7000098	0.8165931	

357318	0.4902259			0.7000120	0.8165936 

Κοινώς, με όριο για τη πιθανότητα 0.49	ή	49.0%, ως προς τη πρόβλεψη της θετικής τάξης, 

πλησιάζουμε το precision του μοντέλου είτε του XGBoost είτε της λογιστικής παλινδρόμησης 

καθώς και τη τιμή του sensitivity.  
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Εν κατακλείδι, στο μοντέλο της λογιστικής παλινδρόμησης χρειάστηκε να κάνουμε περαιτέρω 

ελέγχους για την επιβεβαίωση των αποτελεσμάτων αλλά και την αξιολόγηση της προβλεπτικής 

ικανότητας του εκπαιδευόμενου μοντέλου, όμως η συνολική ακρίβεια αλλά και οι επιμέρους 

δείκτες προσεγγίζουν το μοντέλο της υπερβολικά ενισχυμένης κλίσης.  Συνεπώς, ο αλγόριθμος 

XGBoost προσαρμόζεται και αποδίδει καλύτερα στα εκπαιδευόμενα δεδομένα ως προς την 

ακρίβεια του μοντέλου σε σχέση με το μοντέλο της λογιστικής παλινδρόμησης. Για χάριν του 

επιχειρήματος, θα μπορούσαμε να πούμε ότι τα και τα δύο μοντέλα αποδίδουν καλά στα 

δεδομένα του προβλήματος αλλά παράλληλα έχουν διαφορετικά αποτελέσματα ως προς τη 

σημαντικότητα των επεξηγηματικών μεταβλητών. 

 

8.8 Εφαρμογή του αλγορίθμου της Καθοδικής Κλίσης (“Gradient Descent”) 

 

Σε αυτό το κεφάλαιο, θα εφαρμόσουμε ένα άλλο γνωστό αλγόριθμο, τον αλγόριθμο της 

καθοδικής κλίσης (gradient descent). Βασικά, ο αλγόριθμος είναι η βάση για την κατασκευή του 

αλγόριθμου της στοχαστικά ενισχυμένης κλίσης (xgboost) με τη βασική διαφορά ότι ο 

αλγόριθμος κάνει ένα ντετερμενιστικό βήμα στο χώρο των παραμέτρων (μετατόπιση) με σκοπό 

τη μείωση της τιμής της αντικειμενικής συνάρτησης – συνάρτηση απώλειας (logloss). Οπότε στην 

ουσία ο αλγόριθμος μεταβάλλοντας τη τιμή της κάθε παραμέτρου προς μία κατεύθυνση 

σκοπεύει να μειώσει τη τιμή της συνάρτησης απώλειας δηλ. το σφάλμα μεταξύ της εκτιμώμενης 

(	𝑦n¼	) και της πραγματικής τιμής (𝑦) 	). Στην ουσία, ο αλγόριθμος της καθοδικής κλίσης είναι 

ντετερμινιστικός δηλ. θα συκλίνει σχεδόν βέβαια στο ολικό βέλτιστο που στη περίπτωσή μας 

είναι ελάχιστο (ελάχιστη τιμή της συνάρτησης απώλειας) διότι αν η βελτίωση της τιμής της 

συνάρτησης απώλειας είναι μικρότερη της τάξης του 10/e		ή		0.001 ο αλγόριθμος σταματάει. 

Οπότε είτε θα συγκλίνει με βάση τον αριθμό των βημάτων (𝛮) που έχουμε επιλέξει είτε λόγω 

του ότι έχει συγκλίνει στη βέλτιστη τιμή της συνάρτησης απώλειας (βελτίωση της τιμής της 

συνάρτησης απώλειας < 10/e).   

Από την άλλη πλευρά, ο αλγόριθμος είναι αρκετά δαπανηρός με βάση την υπολογιστική σκοπιά. 

Ο αλγόριθμος σε κάθε βήμα υπολογίζει τις τιμές των παραμέτρων με βάση το σύνολο των 

παρατηρήσεων. Για χάριν του επιχειρήματος θα μπορούσαμε να πούμε ότι στη περίπτωση των 

δεδομένων του σήματος ο αλγόριθμος σε κάθε επανάληψη υπολογίζει 
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19	(αριθµός	παραµέτρων − 𝑝 + 1) × 4𝛭	(𝛼𝜌𝜄𝜃𝜇ό𝜍	𝜋𝛼𝜌𝛼𝜏𝜂𝜌ή𝜎𝜀𝜔𝜈 − 𝑁) = 76𝛭 πράξεις. Στο 

πρόβλημα που εξετάζουμε ο αλγόριθμος συνέκλινε στις 1𝑘 επαναλήψεις, οπότε έχουμε 

76𝛭 × 10e = 76 × 10v = 76𝛣, άρα 76 δισεκατομμύρια πράξεις. Ο χρόνος που χρειάστηκε ένας 

συμβατικός υπολογιστής ήταν ≅ 26	𝜆𝜀𝜋𝜏ά. Συνεπώς, καθώς αυξάνει ο όγκος των δεδομένων 

(𝛮) και ο χώρος των διαστάσεων (𝑅]	), ο αλγόριθμος καθίσταται αρκετά «δαπανηρός» με βάση 

τον υπολογιστικό χρόνο.   

Τέλος, πρέπει να εξετάσουμε τα αποτελέσματα καθώς και την απόδοση του αλγορίθμου στα 

εκπαιδευόμενα δεδομένα (δηλ. τα δεδομένα του σήματος) και να τα συγκρίνουμε με τον 

αλγόριθμο της υπερβολικά ενισχυμένης κλίσης (XGboost) αλλά και της «πολλαπλής» λογιστικής 

παλινδρόμησης. Όπως έχουμε αναφέρει, προσπαθούμε να προβλέψουμε εάν κάποιο σωματίδιο 

είναι υπερ-συμμετρικό ή όχι. Το σύνολο των δεδομένων εκπαίδευσης έχει 4𝑀 παρατηρήσεις και 

το σύνολο των δεδομένων, στα οποία θα δοκιμαστεί η απόδοση του αλγορίθμου, έχει 1𝑀 

παρατηρήσεις, αντίστοιχα. 

Χρησιμοποιούμε μία συνάρτηση που έχουμε δημιουργήσει στην R (“gradient.descent.R”) και 

στην ουσία χρησιμοποιείται για τη προσαρμογή του αλγόριθμου καθοδικής κλίσης. Το 

πιθανοθεωρητικό μέρος για το μοντέλο του αλγόριθμου ενισχυμένης κλίσης το έχουμε αναφέρει 

στο κεφάλαιο 6, οπότε, εδώ θα ερμηνεύσουμε τα αποτελέσματα.  

Οι τιμές των παραμέτρων μετά τις 1000 επαναλήψεις του αλγόριθμου (ο αλγόριθμος έχει 

συγκλίνει) είναι οι εξής: 

𝑢𝑛𝑠𝑐𝑎𝑙𝑒𝑑. 𝑡ℎ𝑒𝑡𝑎[1001, ]	

				𝑟𝑒𝑝(1,𝑚)																									𝑉2																							𝑉3																											𝑉4																													𝑉5		

−1.4643287742		1.1030828090		0.0005451425	 − 0.0016793698	 − 0.0456007043		

											𝑉6																										𝑉7																									𝑉8																										𝑉9																					𝑉10		

	0.0004964366		0.0001236879		2.1634989300		0.0039611826		0.2557801527		

										𝑉11																												𝑉12																						𝑉13																												𝑉14																								𝑉15		

	0.5004533120	 − 0.3458654941		0.8954865081	 − 0.7599239047	 − 0.3382214808		
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													𝑉16																						𝑉17																															𝑉18																𝑉19		

−0.4846509186		0.2060070110	 − 1.0161787950		0.3981880641	 

Θα μπορούσαμε να ισχυριστούμε ότι οι μεταβλητές V3, V4, V6, V7 δεν είναι σημαντικές (όπως 

παρατηρήσαμε και στον αλγόριθμο της λογιστικής παλινδρόμησης) διότι οι τιμές των 

παραμέτρων είναι σχεδόν μηδενικές δηλ. στην ουσία μηδενίζουν τις τιμές των μεταβλητών άρα 

επηρεάζουν σχεδόν μηδενικά τη τελική έκβαση της πιθανότητας. 

Συνεχίζουμε τη διερεύνησή μας με βάση το πίνακα σύγχυσης (ή confusion matrix) για να 

υπολογίσουμε τη προβλεπτική ακρίβεια του μοντέλου της καθοδικής κλίσης. 

#	𝐶𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛	𝑀𝑎𝑡𝑟𝑖𝑥	𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡	𝑑𝑒𝑠𝑐𝑒𝑛𝑡	𝑚𝑜𝑑𝑒𝑙	

(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑	 < −	𝑡𝑎𝑏𝑙𝑒(𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑	 = 	𝑔𝑑. 𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛𝑠, 𝑎𝑐𝑡𝑢𝑎𝑙	

= 	𝑡𝑒𝑠𝑡$𝑃𝑎𝑟𝑡𝑖𝑐𝑙𝑒𝑠)) 

																																𝑎𝑐𝑡𝑢𝑎𝑙	

𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑										0													1	

											0											484193		157455	

1 57952					300400 

#	𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦	𝑜𝑓	𝑡ℎ𝑒	𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑	𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡	𝑑𝑒𝑠𝑐𝑒𝑛𝑡	𝑚𝑜𝑑𝑒𝑙	𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎ψ 

(𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦_𝑔𝑑	 < −	(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[1, 1] 	

+ 	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[2, 2])	/	𝑛𝑟𝑜𝑤(𝑡𝑒𝑠𝑡)) 

[1]	0.784593 

#	𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛	𝑜𝑟	𝑃𝑜𝑠	𝑃𝑟𝑒𝑑	𝑉𝑎𝑙𝑢𝑒	𝑜𝑓	𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡	𝑑𝑒𝑠𝑐𝑒𝑛𝑡	𝑚𝑜𝑑𝑒𝑙		𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛_𝑔𝑑	 < −	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[2, 2]	/	𝑠𝑢𝑚(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[2, ]))	

[1]	0.8382819	

#	𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦	𝑜𝑓	𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡	𝑑𝑒𝑠𝑐𝑒𝑛𝑡	𝑚𝑜𝑑𝑒𝑙	𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦_𝑔𝑑	 < −	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[2, 2]	/	𝑠𝑢𝑚(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[, 2]))	

[1]	0.6561029	
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#	𝑆𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦	𝑜𝑓	𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡	𝑑𝑒𝑠𝑐𝑒𝑛𝑡	𝑚𝑜𝑑𝑒𝑙	𝑖𝑛	𝑡𝑒𝑠𝑡	𝑑𝑎𝑡𝑎	

(𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦_𝑔𝑑	 < −	𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[1, 1]	/	𝑠𝑢𝑚(𝑐𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛_𝑚𝑎𝑡𝑟𝑖𝑥_𝑔𝑑[, 1])) 

[1]	0.8931061	

Παρατηρούμε ότι η ακρίβεια του μοντέλου της καθοδικής κλίσης (gradient descent) είναι 78.5% 

σε αντίθεση με το μοντέλο της υπερβολικά ενισχυμένης κλίσης (xgboost) που είναι 80.2% και 

της λογιστικής παλινδρόμησης που είναι 78.9%. Επίσης, αν συγκρίνουμε το sensitivity (specificity 

στα αποτελέσματα του XGBoost διότι είχαμε πάρει αντίθετα τις τιμές των ταξινομητών 0 και 1), 

που είναι το ποσοστό των προβλεπόμενων τιμών της θετικής τάξης 1 σε σχέση με τις 

πραγματικές, θα δούμε ότι το χαμηλότερο είναι στο μοντέλο της καθοδικής κλίσης (65.6% έναντι 

71.7% − 𝑥𝑔𝑏𝑜𝑜𝑠𝑡	𝜅𝛼𝜄	67.8% − 𝑙𝑜𝑔𝑖𝑠𝑡𝑖𝑐	𝑟𝑒𝑔𝑟𝑒𝑠𝑠𝑖𝑜𝑛). Όμως αν παρατηρήσουμε το precision 

(positive predicted value) δηλ. πόσες προβλέψεις της θετικής τάξης ήταν σωστές σε σχέση με το 

σύνολο των προβλέψεων θα δούμε ότι στο μοντέλο της καθοδικής κλίσης έχουμε precision 

83.8% σε σχέση με το μοντέλο της υπερβολικά ενισχυμένης κλίσης όπου η τιμή είναι xαμηλότερη 

της τάξης του 82.8% και της λογιστικής παλινδρόμησης που είναι 83.0%. Άρα, συνολικά (με 

βάση το σύνολο των δεικτών) έχουμε καλύτερη προβλεπτική απόδοση του αλγορίθμου xgboost.  

Πίνακας 8.9: Σύγκριση Αποτελεσμάτων  
 

Μοντέλο Αριθμός 
Επαναλήψεων 

Αριθμός 
Μοντέλων 

Χρόνος 
Εκτέλεσης 

ανά 
μοντέλο 
(λεπτά) 

Αριθμός 
Σημαντικών 
μεταβλητών 

Ακρίβεια Ποσοστό 
Αληθών – 

Θετική τάξη  
(Sensitivitry) 

Logistic 
Regression 

1 1 4.5 15 78.9% 67.8% 

Gradient 
Descent 

1,000 1 28 15 78.5% 65.6% 

XGBoost 100 100 2.0 13 80.2% 71.7% 

 

Από τα παραπάνω αποτελέσματα είναι προφανές ότι ο αλγόριθμος xgboost έχει καλύτερη 

απόδοση αλλά, επίσης, δημιουργεί πολλά μοντέλα σε ντετερμινιστικό χρόνο. Σε αντίθεση, αν 

φτιάχναμε 100 μοντέλα λογιστικής παλινδρόμησης ή 100 μοντέλα καθοδικής κλίσης θα 

χρειαζόμασταν 4.5 × 100 = 450 λεπτά και 28 × 100 = 2800 λεπτά αντίστοιχα (επίσης 
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ντετερμινιστικός χρόνος), το οποίο φυσικά δε θα είχε νόημα (αν δε αλλάζαμε τις μεταβλητές ή 

τα δεδομένα), διότι θα είχαμε ακριβώς τα ίδια αποτελέσματα (οι δύο προαναφερόμενοι 

αλγόριθμοι έχουν συγκλίνει στα ολικά βέλτιστα με βάση τις εκτιμήσεις των παραμέτρων). Σε 

περίπτωση όμως προβλήματος βελτιστοποίησης παραμέτρων ή εύρεσης σημαντικών ή 

βέλτιστων μεταβλητών (feature engineering), θα έπαιζε σημαντικό ρόλο καθώς οποιαδήποτε 

αλλαγή θα έπρεπε να λάβει υπόψη το αντίστοιχο υπολογιστικό κόστος.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



180 

9. Συμπέρασμα της εμπειρικής μελέτης 

 

Η συγκεκριμένη διατριβή έχει ως σκοπό να διερευνήσει τις στοχαστικές διαδικασίες, γενικά, και 

να τις εφαρμόσει σε πραγματικές εφαρμογές. Παρατηρήσαμε ότι μέσω του MCMC μπορούμε να 

εκτιμήσουμε με υψηλή ακρίβεια τον όγκο ενός χωρίου σε υψηλή διάσταση (π.χ. σφαίρα), το 

μοντέλο Ising και ο αλγόριθμος ΠΑ χρησιμοποιούνται για την εύρεση των κρίσιμων σημείων της 

θερμοκρασίας που οδηγούν στη κατανομή ισορροπίας του συστήματος (ολικό βέλτιστο). 

Τέλος, αξιολογούμε την προγνωστική ικανότητα ενός αλγόριθμου στοχαστικά ενισχυμένης 

κλίσης (xgboost) και το συγκρίνουμε με γνωστούς αλγόριθμους στη βιβλιογραφία. 

Χρησιμοποιούμε το συγκεκριμένο αλγόριθμο καθώς συνδέεται με το θεωρητικό μέρος, διότι 

κατά την εκτέλεση του αλγόριθμου για την εκτίμηση των παραμέτρων του μοντέλου, 

δημιουργείται μία διαδικασία MCMC δηλ. μία μαρκοβιανή αλυσίδα στον υποχώρο των 

παραμέτρων (τυχαία επιλογή δείγματος, παραμέτρων αλλά και κατεύθυνσης).  

Κατασκευάσαμε ένα μοντέλο που μπορεί να προβλέψει εάν κάποιο σωαμτίδιο σήματος είναι 

υπερ-συμμετρικό ή όχι (πρόβλημα φυσικής). Για λόγου χάριν, θα μπορούσαμε να πούμε ότι οι 

συγκεκριμένοι αλγόριθμοι χρησιμοποιούνται σήμερα για μια ποικιλία εφαρμογών, κυρίως στη 

βαθιά μάθηση (deep learning), όπως π.χ. αναγνώριση εικόνας, μετατροπή της ομιλίας σε 

κείμενο, μετατροπή της εικόνας σε κείμενο, μέσω των νευρωνικών δικτύων (CNN) και των 

επαναλαμβανόμενων νευρωνικών δικτύων (RNN) λόγω της προγνωστικής τους ικανότητας. Το 

RNN έχει την ιδιότητα της στοχαστικής κλίσης επειδή το επόμενο «επίπεδο» του νευρωνικού 

δικτύου έχει ως «είσοδο» το προηγούμενο επίπεδο του νευρωνικού δικτύου, στην ουσία είναι 

μια στοχαστική διαδικασία. 

Χρησιμοποιούμε μια τεχνική ensemble (ενίσχυση) όπου προστίθενται νέα μοντέλα για τη 

διόρθωση των σφαλμάτων των υπάρχοντων μοντέλων. Τα μοντέλα προστίθενται διαδοχικά έως 

ότου δεν μπορούν να γίνουν περαιτέρω βελτιώσεις. Το “Gradient boosting” είναι μια προσέγγιση 

όπου δημιουργούνται νέα μοντέλα, τα οποία προβλέπουν τα υπόλοιπα ή τα σφάλματα των 

προηγούμενων μοντέλων, και στη συνέχεια προστίθενται όλα μαζί για να κάνουν την τελική 

πρόβλεψη. Ονομάζεται “gradient boosting” επειδή χρησιμοποιεί έναν αλγόριθμο ενισχυμένης 

κλίσης για να ελαχιστοποιήσει την συνάρτηση της απώλειας κατά την προσθήκη των νέων 
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μοντέλων. Αυτή η μέθοδος χρησιμοποιείται τόσο στα προβλήματα παλινδρόμησης όσο και  στα 

προβλήματα ταξινόμησης (παρόμοια με το πρόβλημα που εξετάσαμε). 

Η τελευταία εφαρμογή δείχνει ότι οι στοχαστικές διαδικασίες συνέβαλαν στην πρόοδο της 

μηχανικής μάθησης και γενικά συνέβαλαν στην πρόοδο της Επιστήμης Δεδομένων. 
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10. Παράρτημα (παράδειγμα του κώδικα της R σε κάθε 

κεφάλαιο) 

 

#title: "MCsampling" 

#author: "Thanos Spinoulas" 

#date: "November 2018" 

#output: html_document 

 

####Monte Carlo in 2d#### 

 

###Mc in 2d function### 

mc.2d <-function(x, y, d, n) 

  {   

  accept <- 0 

 

  data <- c(x, y) 

 

  accepts <- matrix(data, 1, 2) 

    for (i in 2:n) { 

      y <- 2*runif(1, 0, d) - 1 

      x <- 2*runif(1, 0 ,d) - 1 

       

      if((x^2 + y^2) <= 1) {  

    accepts <- rbind(accepts, c(x,y)) 
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    accept <- accept + 1 

  } 

} 

alpha <- accept/n 

par(mfrow=c(1, 2)) 

 

# hist(accepts[ , 1], freq=FALSE, las = 1, main="", xlab="x", ylab="Probability density", ylim = c(0, 1)) 

plot(density(accepts[ , 1]), main = "") 

index <- seq(-1, 1, 0.1) 

lines(index, 0.5*index/index, col = "green") 

 

# x2 <- seq(min(c(0, accepts[ , 1])), max(accepts[ , 1]), length.out=100) 

# x2 <- x 

# curve(dnorm(x, mean(accepts[ , 1]), sd(accepts[ , 1])), col = 2,lty = 2, add = TRUE) 

plot(accepts, xlab="x accepts", ylab="y accepts") 

 

return(list(alpha, accepts)) 

} 

 

####Checking the system time#### 

dev.off() 

set.seed(15) 

system.time(mc.2d(0, 0, 1, 1000)) 

set.seed(16) 
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####calculate the mean of the generated samples (MC acceptance ratio) to verify where the chain 

converges#### 

mc_meanx_2d <- function(n, d, m) { 

   

  y <- 2*runif(1, 0, d) - 1 

  z <- 2*runif(1, 0, d) - 1 

  x <- c() 

  acc <- c()   

  for (i in 1:m) { 

    x[i] <- mc.2d(y, z, d, n)[[1]] #Insert the data frame to a vector 

    acc <-  mc.2d(y, z, d, n)[[2]][ , 1]*mc.2d(y, z, d, n)[[2]][ , 2] # joint Uniform distribution f(x)*f(y) 

    } 

  z <- mean(x) #finding the mean of the acceptance rate  

  return(list(x, acc)) # return the acceptance rates of the process 

} 

 

set.seed(14) 

start.time <- Sys.time() 

system.time(z <- mc_meanx_2d(10000, 1, 100)) 

end.time <- Sys.time() 

(time.taken <- end.time - start.time) 

 

### The mean value of the 100 independent samples from the distribution is the expected value 

### of the distribution 

### (f(x1) + ... + f(x100))/100 =.. E[f(x)] 
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--------------------------------------------------------------------------------------------------------------------------------------------- 

######## Metropolis-Hastings algorithm 2d########### 

 

#title: "Metropolis_Hastings_Sampling" 

#author: "Thanos Spinoulas" 

#date: "November 2018" 

 

####Clear Environment#### 

#rm(list = ls()) 

 

####Starting the process#### 

t0 <- Sys.time() 

 

####Call Libraries#### 

library(doParallel)##Parallel Processing 

library(knitr) 

library(markdown) 

 

####Set number of cores for parallel processing 

no_cores <- detectCores() - 2  

 

####Register number of cores for parallel processing 

registerDoParallel(no_cores) 
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####Validate number of cores for parallel processing 

getDoParWorkers() 

 

###Source dependent functions#### 

source("mh_d.R") 

source("initial_point.R") 

 

###Call Metropolis Hastings function (mh_2d)#### 

 

###Metropolis Hastings in 2d### 

source("Metropolis_Hastings_2d_v1.R") 

 

 

set.seed(133)##seed for reproducibility 

chain <- mh.2d(c(initial_point(2)[[1]],initial_point(2)[[1]]), 5000, 2) 

 

 

par(mfrow=c(1,1))##one graph per window 

plot(ts(chain[[1]][ , 1]), ylab = "Markov Chain Values") 

hist(chain[[1]][ , 1], probability = TRUE) 

 

 

####Expected value Estimation####  

acceptance <- chain[[2]]### The propability in 2 dimensions (alpha) 
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####Area of B estimation in 2d with MCMC#### 

2*acceptance*B_true[1] 

 

(B_error_mcmc_2d <- abs(pi - 2*acceptance*B_true[1])) ###Error of estimated B (0.8584) or 27.3% 

# large estimation error (no iterations) 

# We have to repeat the process and sum the accepts of the points (inside the circle)  

# We have implemented only one check (probability is 1) 

 

 

#####Histogram of MCMC chain#### 

hist(chain[[1]][, 1], main="Density of x", xlab="True value = red line", probability = TRUE) 

abline(v = mean(chain[[1]][, 1]), col = "red")###mean_estimated 

 

####Plot Markov Chain#### 

plot(chain[[1]]$X1,  type = "l", xlab="True value = red line" , main = "Chain values of x", ylab = "") 

abline(h = mean(chain[[1]]$X1), col = "red") 

 

 

## The mean value of the 100 independent samples from the distribution is the expected value 

## of the distribution 

## (f(x1) + ... + f(x100))/100 =.. E[f(x)] 

 

####Calculate the mean of these samples to verify where the markov chain converges (2 dimensions)#### 

mh_meanx_2d <- function(steps, k, m) { 
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  x <- c() 

  acceptance <- c() 

  for (i in 1:m) { 

    startvalue <- runif(k - 1 , -1, 1) 

    x[i] <- list(mh.2d(c(startvalue), steps, k)) 

  } 

  return(x) 

} 

 

set.seed(222) 

start.time <- Sys.time() 

z <- mh_meanx_2d(1000, 2, 100) 

 

end.time <- Sys.time() 

time.taken <- end.time - start.time 

time.taken 

 

####We calculate the expected value of the 100 independent samples from the uniform distribution#### 

####in 2 dimensions 

 

for (i in 1:100) {acceptance[i] <- z[[i]][[2]]} 

mean(acceptance)###The expected value of the distribution 
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### We know that the estimation of the integrate is |B| = mean_estimated*(pi) where pi is the area of 

circle. 

### So the |B| estimation is mean(z)*(pi) 

 

####Estimate the integrate of B#### 

B_estimated <- 2*mean(acceptance)*B_true[1] 

B_estimated 

 

 

###B sphere area (true volume)#### 

B_true <- c() 

for (i in 1:50) { 

  B_true[i] <- matrix(i, ncol = 1) 

  (B_true[i] <- (pi^(i/2))/gamma(i/2 + 1)) 

} 

 

for (i in 1:length(l)) { 

  x <- (pi^(l[i]/2))/gamma(l[i]/2 + 1) 

  B_true <- c(B_true, x) 

} 

 

## We know from the calculation of the integrate with polar coordinates (2 dimensions)  

## that that the area of B sphere is pi = 3.14 

B_true[2] 
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## We estimated with Monte Carlo sampling of uniform distribution  

## that integrate of B is 2.516679 close to the true area 

 

### The error of the integrate estimation is B_estimated - B_true#### 

(estimated_error <- B_true[2] - B_estimated) 

### The error of estimation of B area  is 0.133 

round(estimated_error, 3) 

 

### The relative error (percentage) is 0.7% 

(estimated_error_perc <- round(1 - (B_estimated/B_true[2]), 3)*100) 

 

####Calculation of the number of steps (k)#### 

 

###Calculation of the number of steps (k) chain has to take 

###in order to cover the area of circle (points insisde the 2d circle) - Stationary distribution 

 

####convergance of Markov Chain#### 

 

### function mh.2d without keeping the steps of the chain (only MCMC estimator probability)###  

mh.2d_prob <- function(starting_point, n, k)  

{ 

  accept <- 0 

  x <- starting_point 

  vec <- c(x) 

  vec <- data.frame(t(vec)) 
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  for (i in 2:n) { 

    can <- (runif(k - 1, -1/(k - 1), 1/(k - 1))) + x 

    sphere <- sum(can^2) 

    if (sphere <= 1) {  

      x <- can  

      vec[i, ] <- x 

    } 

    else { 

      vec <- rbind(vec, x) 

    } 

  } 

  last_step <- c((runif(1, -1, 1))) 

  if (sum(last_step^2, x^2) < 1) { 

    accept <- accept + 1 

  } 

  alpha <- accept 

  return(c(alpha, mean(x))) 

} 

--------------------------------------------------------------------------------------------------------------------------------------- 

 

 

##### Ising Model - 2D ########### 

 

# Clear R Environment 

rm(list = ls()) 
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library(ggplot2) 

 

# Random Configuation - N is the number of spins (array is NxN) 

random.config <- function(N) { 

  config <- matrix(0,N,N) 

  for (i in 1:N) { 

    for (j in 1:N) { 

      config[i,j] <- 2*sample(0:1,1)-1 

    } 

  } 

  config 

} 

 

# Plot the configuration function (black are the ones) 

plot.config <- function(config) { 

  image(config, useRaster = TRUE, axes = FALSE, col = grey(seq(0, 1))) 

} 

 

per.neigh <- function(N,i,j) { 

  if (i == 1) im1 <- N else im1 <- i-1 

  if (j == 1) jm1 <- N else jm1 <- j-1 

  if (i == N) ip1 <- 1 else ip1 <- i+1 

  if (j == N) jp1 <- 1 else jp1 <- j+1 

  list(c(im1,j),c(i,jm1),c(i,jp1),c(ip1,j)) 
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} 

 

energy <- function(config) { 

  config <- as.matrix(config) 

  N <- nrow(config); 

  e <- 0; 

  for (i in 1:N) { 

    for (j in 1:N) { 

      s <- as.numeric(config[i,j]) 

      coord <- per.neigh(N,i,j) 

      for (b in seq_along(coord)) { 

        w <- coord[[b]];  

        e <- e -  as.numeric(config[w[1],w[2]])*s 

      } 

    } 

  } 

  e/4 

} 

 

 

magnetization <- function(config) {  

  x <- sum(as.vector(config))  

  return(x) 

} 
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mcmove <- function(config, beta) { 

  # Monte Carlo move using Metropolis algorithm  

  N <- nrow(config); 

  nb <- 0  

  accept <- 0 

 

  for (i in 1:N) { 

  #   for (j in 1:N) { 

      a <- sample(1:N, 1) 

      b <- sample(1:N, 1) 

      s <-  config[a, b] 

      coord <- per.neigh(N, a, b) 

      for (c in seq_along(coord)) { 

        w <- coord[[c]]  

       nb <-  nb + as.numeric(config[w[1], w[2]]) 

        } 

       cost <- 2*s*nb 

      if (cost < 0) { 

        s <- s*(-1) 

        accept <- accept + 1 

      } 

      else 

        if (runif(1) < exp(-cost*beta)) {  

        s <- s*(-1) 

        accept <- accept + 1 
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      } 

    config[a, b] <- s    

  #   } 

  } 

 list(config, accept) 

    #  /N) 

} 

 

--------------------------------------------------------------------------------------------------------------------------------------- 

 

t0 <- Sys.time() 

par(mfrow = c(1, 2)) 

 

for (tt in 1:nt)  { 

  E1 = 0 

  M1 = 0 

  E2 = 0 

  M2 = 0 

   

  set.seed(111) 

  config = random.config(N) 

  iT = 1.0/Temp[tt]  

  iT2 = iT*iT  

   

  config = mcmove(config, iT)  
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  prob = config[[2]]   

  #      

    for (i in 2:mcSteps){ 

        config = mcmove(config[[1]], iT)  

        if (i == mcSteps)  {plot.config(config[[1]])} 

        Ene = energy(config[[1]])     # calculate the energy 

        Mag = magnetization(config[[1]])  # calculate the magnetisation 

       

        E1 = E1 + Ene 

        M1 = M1 + Mag 

        M2 = M2 + Mag*Mag  

        E2 = E2 + Ene*Ene 

        prob = mean(prob, config[[2]]) 

        } 

    # } 

  E[tt] = n1*E1 

  M[tt] = n1*M1 

  C[tt] = (n1*E2 - n2*E1*E1)*iT2 

  X[tt] = (n1*M2 - n2*M1*M1)*iT 

  boltz[tt] = prob 

     

  # } 

} 

 

t1 <- Sys.time() 
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time.taken <- t1 - t0 

 

------------------------------------------------------------------------------------------------------------------------------------------- 

 

# Schaffer function 

 

schaffer <- function(xx) 

{ 

  x1 <- xx[1] 

  x2 <- xx[2] 

   

  fact1 <- (sin(x1^2 - x2^2))^2 - 0.5 

  fact2 <- (1 + 0.001*(x1^2 + x2^2))^2 

   

  y <- 0.5 + fact1/fact2 

  y 

} 

 

# SA funnction  

simulated_annealing <- function(func, s0, niter, step = 0.1) { 

   

  # Initialize 

  ## s stands for state 

  ## f stands for function value 

  ## b stands for best 



198 

  ## c stands for current 

  ## n stands for neighbor 

  s_b <- s_c <- s_n <- s0 

  f_b <- f_c <- f_n <- func(s_n) 

  message("It\tBest\tCurrent\tNeigh\tTemp") 

  message(sprintf("%i\t%.4f\t%.4f\t%.4f\t%.4f", 0L, f_b, f_c, f_n, 1)) 

   

  for (k in 1:niter) {      

    Temp <- (1 - step)^k 

    # consider a random neighbor 

    s_n <- rnorm(2, s_c, 1) 

    f_n <- func(s_n) 

      # update current state 

    if (f_n < f_c || runif(1, 0, 1) < exp(-(f_n - f_c) / Temp)) { 

      s_c <- s_n 

      f_c <- f_n 

    } 

    # update best state 

    if (f_n < f_b) { 

      s_b <- s_n 

      f_b <- f_n          

    } 

    message(sprintf("%i\t%.4f\t%.4f\t%.4f\t%.4f", k, f_b, f_c, f_n, Temp)) 

  } 

  return(list(iterations = niter, best_value = f_b, best_state = s_b)) 
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} 

 

----------------------------------------------------------------------------------------------------------------------------------------- 

# CONFIGURATION ------------------------------------------------------------------------------------------------------- 

 

ADDRESSES = c( 

  "Vizantinon Aftokratoron 13, Nea Ionia, Greece", 

  "National Technical Univeristy of Athens, Zografou, Greece", 

  "National and Kapodistrian University of Athens, Athens, Greece", 

  "Leof. Kifisias 99, Marousi, Greece", 

   "Leof. Kifisias 39, Marousi, Greece", 

   "Pefkon 1, Iraklio, Greece", 

  "Patission 129, Athens, Greece" 

) 

 

# LIBRARIES ----------------------------------------------------------------------------------------------------------- 

 

library(dplyr) 

library(purrr) 

library(ggmap) 

library(gmapsdistance) 

library(TSP) 

library(googleway) 
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# Empty vector 

reply <- c() 

 

# Function for getting addresses from Google's API 

geocode_df <- function(address) { 

for (i in 1:length(address)) { 

    reply <- c(reply, google_geocode(address[i], key = "")) 

} 

reply 

} 

   

# Empty vector 

addresses <- c()   

 

# Get the addresses  

addresses <- geocode_df(ADDRESSES) 

 

address_format <- c() 

 

for (i in seq(1, length(addresses), by = 2)) { 

  address_format <-  rbind(address_format, tibble( 

    address = addresses[[i]]$formatted_address, 

    lon = addresses[[i]]$geometry$location$lng, 

    lat = addresses[[i]]$geometry$location$lat 

  ) 
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  ) 

} 

 

 

addresses <- address_format %>% 

  mutate(latlon = sprintf("%f+%f", lat, lon)) %>% 

  mutate(label = LETTERS[1:nrow(.)]) %>% 

  select(label, everything()) 

 

--------------------------------------------------------------------------------------------------------------------------------------- 

# TSP (SA) 

 

# Re order the addresses data frame to initial state 

addresses_sa <- addresses[order(addresses$label), ] 

 

# Calculate the distances through Google's API 

distances_sa <- gmapsdistance(origin = addresses$latlon, 

                                           destination = addresses$latlon, 

                                           key = (""), 

                                           combinations = "all", 

                                           mode = "driving")$Distance 

 

# Change the column names and row names of distances data frame 

names(distances_sa)[which(names(distances_sa) %in% c("or"))] <- c("x/x") 

colnames(distances_sa)[-which(names(distances_sa) %in% c("x/x"))] <- addresses$label 
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rownames(distances_sa) <- addresses$label 

 

# Remove the first column (longlat) 

distances_sa <- distances_sa[, -1] 

 

# Scale to km. 

distances_mat <- (as.matrix(distances_sa))/ 1000 

 

# Change the order of the points 

order_mat <- (x = 1:ncol(distances_mat)) 

 

# compute the total distance given the ordering of the cities in the path 

distance <- function(x) { 

  total_distance <- 0 

   

  for (i in 1:(length(x) - 1)) { 

    total_distance <- total_distance + distances_mat[x[i], x[i+1]] 

  } 

   

  total_distance <- total_distance + distances_mat[x[length(order)], x[1]] 

  return (total_distance) 

} 

 

distance(order_mat) 
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E <- distance(order_mat) 

 

 

#============== Prediction if one particle is supersymmetric in a signal process======== 

 

# Clear environment 

rm(list = ls()) 

 

# Call Libraries 

library(caret) 

library(tidyverse) 

library(data.table) 

library(dplyr) 

library(readr) 

library(caret) 

library(gradDescent) 

library(tibble) 

library(sgd) 

library(xgboost) 

library(ROCR) 

 

#### `read.csv()` 

datadir = "Data" 

datafiles = list.files(path=datadir, pattern="*SY.csv", full.names=TRUE) 

datafiles 
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# change working directory 

setwd("./Data/") 

getwd() 

 

# file names 

filenames <- gsub("\\.csv$","", list.files(pattern="\\SY.csv$")) 

 

# Import Data  

for(i in filenames){ 

  assign(i, read.csv(header = FALSE, paste(i, ".csv", sep=""))) 

} 

# change to parent directory 

setwd("..") 

getwd() 

 

# Change the name of response variable 

names(SUSY)[1] <- c("Particles") 

 

# Move response variable to the end of the data set 

SUSY <- data.frame(SUSY[, c(2:ncol(SUSY), 1)]) 

 

# Divide train dataset in order to test the model's accuracy 

ind <- createDataPartition(SUSY$Particles, p = 0.8, list=FALSE) 

training <- SUSY[ind, ] 

test <- SUSY[-ind, ] 
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