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Περίληψη

Οι συναλλαγές στο χρηµατιστήριο και ο τρόπος µε τον οποίο µπορεί κανείς να ϐελτιώσει
την αγοραπωλησία οικονοµικών στοιχείων, ώστε να πετύχει το µέγιστο δυνατό κέρδος, είναι
ένα ϑέµα που έχει απασχολήσει τόσο την επιστηµονική κοινότητα όσο και ανθρώπους που
προτίθενται να επενδύσουν σε µετοχές ή κρυπτονοµίσµατα. Στο πέρασµα των χρόνων, έχουν
αξιοποιηθεί ποικίλα µοντέλα µαθηµατικής και στατιστικής ϕύσεως µε σκοπό την πληρέστερη
περιγραφή της κατάστασης της αγοράς. ΄Εχουν προσδιοριστεί δείκτες που υποδεικνύουν την
τάση µιας µετοχής, αλλά και πιθανά σηµεία εκτέλεσης κάποιας συναλλαγής. Τα τελευταία
χρόνια, µε την άνοδο της µηχανικής µάθησης, ποικίλα µοντέλα προβλέπουν την τιµής της
µετοχής για κάποια µελλοντική χρονική στιγµή και ως εκ τούτου προσδιορίζουν τα καταλ-
ληλότερα σηµεία που προσφέρονται για συναλλαγές. Ωστόσο, αυτό το είδος προβλήµατος
έχει αρκετές προκλήσεις. Μία εξ αυτών είναι η διαµόρφωση των δεδοµένων για την καλύτερη
περιγραφή της αγοράς.

Στόχος της διπλωµατικής εργασίας είναι η µελέτη διαφορετικών µοντέλων ϐαθιάς µηχανι-
κής και ενισχυτικής µάθησης για την επίλυση ενός προβλήµατος ταξινόµησης. Κάθε δείγµα
αντιστοιχίζεται σε µία ετικέτα που αντιπροσωπεύει την ενέργεια που είναι πιθανό να προβεί
το σύστηµα µια συγκεκριµένη χρονική στιγµή. Μελετούνται αναδροµικά και συνελικτικά
µοντέλα. Ως δεδοµένα εισόδου χρησιµοποιούνται οι αρχικές χρονοσειρές αλλά και εικόνες
που προκύπτουν από το µετασχηµατισµό αυτών.

Λέξεις Κλειδιά

Χρηµατιστήριο, Συναλλαγές, Μετοχή, Βαθιά Μηχανική Μάθηση, Ενισχυτική Μάθηση,
Deep Q-Learning, Χρονοσειρά, GAF (Gramian Angular Field)
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Abstract

Stock market and asset trading greately concern the scientific community and inve-
stors in assets, like stocks and cryptocurrencies. The literature uses various mathema-
tical and statistical models to describe the market in the best possible way. Financial
indicators identify the stock trends and its possible best execution levels. Recently, ma-
chine learning models forecast stock prices and predict trades more accurately. The
latter approach faces many challenges. Such a challenge relates to the way that data can
be transformed to better represent the market allowing models to extract more valuable
information.

This thesis aims to investigate the various deep learning and deep reinforcement
learning models to address a classification problem. A label, that corresponds to the
system’s possible action at each timestamp, is assigned to each sample. We implement
both convolutional and recurrent neural networks. The data that are used to feed the
neural networks include the intial timeseries of the stock prices and the images generated
by their transformation.

Keywords

Stock Market, Trading, Stock, Deep Learning, Reinforcement Learning, Deep Q-Learning,
Timeseries, GAF (Gramian Angular Field)
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Κεφάλαιο 1

Εισαγωγή

1.1 Αντικείµενο της διπλωµατικής

Σκοπός της διπλωµατικής εργασίας είναι η µελέτη διαφόρων συστηµάτων µε στόχο την
επίλυση του προβλήµατος ϐέλτιστης εκτέλεσης συναλλαγών στο χρηµατιστήριο. Στα πλαίσια
αυτού του σκοπού συµπεριλαµβάνεται και η σύγκριση διαφορετικών µοντέλων ϐαθιάς και
ενισχυτικής µάθησης για διαφορετικές µεθόδους διαµόρφωσης των δεδοµένων εισόδου µε
στόχο την ταξινόµηση των δειγµάτων σε ενέργειες αγοράς, πώλησης, ή αδράνειας.

1.2 Οργάνωση του τόµου

Η προσέγγιση του ϑέµατος, ξεκινάει µε το ϑεωρητικό µέρος και την ανάλυση και επε-
ξήγηση των όρων µηχανική µάθηση, νευρωνικά δίκτυα και ενισχυτική µάθηση στο κεφάλαιο
2. Επιπλέον, στο κεφάλαιο 3 ϑίγονται ειδικοί όροι του ϑέµατος εφαρµογής, που έχουν σχέση
µε το χρηµατιστήριο.

΄Υστερα ακολουθεί το πρακτικό µέρος µε τα κεφάλαια 4 και 5. Το πρώτο περιλαµβάνει
την αναλυτική περιγραφή των δεδοµένων εισόδου, τις µεθόδους µετασχηµατισµού αυτών,
τον αλγόριθµο ανάθεσης ετικετών και την παρουσίαση των αρχιτεκτονικών των µοντέλων που
σχεδιάστηκαν. Στο τελευταίο αναγράφονται και σχολιάζονται τα αποτελέσµατα των διαφόρων
πειραµάτων. Τέλος, στο κεφάλαιο 6 αναγράφονται τα συµπεράσµατα -όπως αυτά προέκυψαν
από τις παρατηρήσεις επί των αποτελεσµάτων- και τις µελλοντικές επεκτάσεις της εργασίας.
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

Στο κεφάλαιο αυτό αναλύεται η έννοια της µηχανικής µάθησης, και γίνεται απαρίθµηση
των διαφορετικών ειδών µηχανικής µάθησης.

2.1 Μηχανική Μάθηση

Η µηχανική µάθηση σύµφωνα µε το άρθρο [2] είναι ένα συνεχώς αναπτυσσόµενο πα-
ϱακλάδι των υπολογιστικών αλγορίθµων που έχει ως στόχο να προσοµοιάσει τον τρόπο λει-
τουργίας του ανθρώπινου εγκεφάλου. Θεωρείται από τις πλέον κατάλληλες τεχνικές για την
αντιµετώπιση των σύγχρονων προβληµάτων που συνοδεύονται από την ύπαρξη µεγάλων συ-
νόλων δεδοµένων. Η µηχανική µάθηση έχει εφαρµοστεί µε επιτυχία σε ποικίλα προβλήµατα
που περιλαµβάνουν την αναγνώριση προτύπων, την υπολογιστική όραση, την οικονοµία και
την ιατρική.

Η τεχνική της µηχανικής µάθησης σύµφωνα µε τους Mohri κ.σ. [3] περιλαµβάνει υπο-
λογιστικές µεθόδους που χρησιµοποιούν την εµπειρία για να ϐελτιώσουν την επίδοσή τους
ή να πετύχουν ακριβέστερες προβλέψεις. Η εµπειρία, στα πλαίσια της µηχανικής µάθησης,
σχετίζεται µε την παρελθοντική πληροφορία που είναι διαθέσιµη στο µοντέλο εκµάθησης.
Τα δεδοµένα αυτά µπορεί να είναι κατηγοριοποιηµένα σύνολα εκπαίδευσης ή άλλου είδους
δεδοµένα που έχουν προέλθει από την αλληλεπίδραση του µοντέλου µε το περιβάλλον. Σε
οποιαδήποτε περίπτωση, όµως, η ποσότητα και η ποιότητα των δεδοµένων είναι έννοιες άρ-
ϱηκτα συνδεδεµένες µε την επιτυχία των προβλέψεων που παράγει το µοντέλο.

2.1.1 Είδη προβληµάτων µάθησης

Μερικά από τα πιο συνήθη προβλήµατα µηχανικής µάθησης που έχουν µελετηθεί και
συνεχίζουν και µελετώνται είναι :

• Η ταξινόµηση: σε αυτή την κατηγορία προβλήµατος γίνεται ανάθεση µιας κατηγορίας
σε κάθε δείγµα του συνόλου δεδοµένων και ο σκοπός του µοντέλου πρόβλεψης είναι
να διαπιστώσει σε ποια κατηγορία ανήκει κάποια παρατήρηση. Σε αυτού του είδους
τα προβλήµατα, ο αριθµός των κλάσεων ποικίλει. Μπορεί να υπάρχουν δύο µόνο
κλάσεις, που σηµαίνει ότι πρόκειται για δυαδική ταξινόµηση, µπορεί να υπάρχουν
µερικές δεκάδες ή εκατοντάδες κλάσεις ή και άπειρες όπως είναι το πρόβληµα της
αναγνώρισης ϕωνής.
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• Η παλινδρόµηση: αυτό είναι το πρόβληµα στο οποίο γίνεται πρόβλεψη µιας συνεχούς
τιµής, όπως για παράδειγµα πρόβλεψη της τιµής µιας µετοχής. Σε αυτά τα προ-
ϐλήµατα, για την αξιολόγηση των προβλέψεων υπολογίζεται το πόσο πολύ διαφέρουν
οι προβλεπόµενες από τις πραγµατικές τιµές.

• Η οµαδοποίηση: σε αυτό το πρόβληµα γίνεται διαµέριση του συνόλου δεδοµένων
σε οµοιογενείς επιµέρους οµάδες. Συχνά χρησιµοποιείται ως µέρος της ανάλυσης
δεδοµένων.

• Η µείωση διαστατικότητας : το πρόβληµα αυτό αφορά τη διαδικασία κατά την οποία
τα αρχικά δεδοµένα µετατρέπονται σε αναπαραστάσεις µικρότερων διαστάσεων διατη-
ϱώντας παράλληλα την αρχική πληροφορία.

• Η κατάταξη: σε αυτό το πρόβληµα το µοντέλο µαθαίνει να κατατάσσει τα αντικείµενα
µελέτης σε σειρά ανάλογα µε κάποιο κριτήριο.

2.1.2 Είδη µηχανικής µάθησης

Η µηχανική µάθηση κατά τους συγγραφείς του [4] διακρίνεται σε επιµέρους κατηγορίες
ανάλογα µε τη µοντελοποίηση του εκάστοτε προβλήµατος. Κατ΄ αυτόν τον τρόπο έχουµε:

• Επιβλεπόµενη µάθηση, όπου ο αλγόριθµος δηµιουργεί µία συνάρτηση που αντιστοι-
χίζει τα δεδοµένα εισόδου σε κάποια επιθυµητή έξοδο. ΄Ενα είδος επιβλεπόµενης
µάθησης είναι το πρόβληµα της ταξινόµησης, όπου το µοντέλο καλείται να µάθει τη
συνάρτηση αντιστοίχισης ενός διανύσµατος σε µία κλάση από ένα σύνολο κλάσεων
που έχουν οριστεί για το πρόβληµα, έχοντας εκπαιδευτεί σε ένα σύνολο από δείγµατα
διανυσµάτων µε τις αντίστοιχες κλάσεις στις οποίες ανήκουν.

• Μη επιβλεπόµενη µάθηση, όπου δεν υπάρχουν διαθέσιµες ετικέτες (κλάσεις) για κάθε
δείγµα του συνόλου δεδοµένων.

• Μερικώς επιβλεπόµενη µάθηση, όπου ο αλγόριθµος ϐασίζεται σε δείγµατα που είτε
έχουν είτε δεν έχουν ετικέτες.

• Ενισχυτική µάθηση, όπου ο αλγόριθµος µαθαίνει την πολιτική της λήψης µιας απόφα-
σης ϐασισµένης σε µια παρατήρηση που λαµβάνει από το περιβάλλον του κόσµου που
έχει οριστεί για το συγκεκριµένο πρόβληµα. Κάθε ενέργεια ϕέρει και το αντίστοιχο α-
ποτέλεσµα στη διαµόρφωση του περιβάλλοντος την επόµενη χρονική στιγµή και ως εκ
τούτου το µοντέλο εκπαιδεύεται τελικώς από την αλληλεπίδρασή του µε το περιβάλλον.
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2.1 Μηχανική Μάθηση

Περιβάλλον

Πράκτορας
ενέργεια

κατάσταση
αµοιβή

Σχήµα 2.1: Μοντέλο ενισχυτικής µάθησης

2.1.3 Νευρωνικά δίκτυα

Μοντέλα τεχνητών νευρωνικών δικτύων έχουν µελετηθεί για την καλύτερη αντιµετώπιση
προβληµάτων ιδιαίτερα στο χώρο της υπολογιστικής όρασης, της επεξεργασίας ϕωνής και
ϕυσικής γλώσσας. Τα µοντέλα αυτά περιλαµβάνουν πολλούς µη γραµµικούς υπολογισµούς
που µπορούν να λειτουργήσουν παράλληλα προσοµοιώνοντας έτσι την ανθρώπινη σκέψη.
Κατ΄ αντιστοιχία µε τον ανθρώπινο εγκέφαλο ένα νευρωνικό δίκτυο αποτελείται από υπολο-
γιστικούς κόµβους και νευρώνες (συνάψεις) µεταξύ των κόµβων. Η συµβολή κάθε νευρώνα
στην εκπαίδευση του µοντέλου καθορίζεται από το αντίστοιχο ϐάρος. Τα ϐάρη του δικτύου
αναπροσαρµόζονται κατά τη διαδικασία εκπαίδευσης του µοντέλου µε σκοπό την επίτευξη
της ακριβέστερης πρόβλεψης. Στη συνέχεια γίνεται αναφορά στα είδη νευρωνικών δικτύων
που χρησιµοποιήθηκαν στην παρούσα εργασία.

Πλήρως Συνδεδεµένα Νευρωνικά ∆ίκτυα

Τα πλήρως συνδεδεµένα νευρωνικά δίκτυα έχουν αρχιτεκτονική τέτοια ώστε όλοι οι κόµ-
ϐοι ή οι νευρώνες ενός στρώµατος να συνδέονται µε όλους τους κόµβους του επόµενου
στρώµατος. Αυτός ο τύπος αλγορίθµου δεν συναντάται συχνά ιδίως όταν πρόκειται για ένα
αρκετά ϐαθύ δίκτυο. Αυτό συµβαίνει επειδή τα δίκτυα αυτά απαιτούν µεγάλη υπολογιστική
δύναµη και συγχρόνως είναι επιρρεπή στο να οδηγήσουν το µοντέλο σε υπερεκπαίδευση.
΄Ενα παράδειγµα ενός τέτοιου δικτύου ϕαίνεται παρακάτω:
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...

...
...

I1

I2

I3

In

H1

Hn

O1

On

Επίπεδο
Εισόδου

Κρυφό
Επίπεδο

Επίπεδο
Εξόδου

Σχήµα 2.2: Πλήρως συνδεδεµένο νευρωνικό δίκτυο

Συνελικτικά Νευρωνικά ∆ίκτυα

Τα συνελικτικά δίκτυα οφείλουν το όνοµά τους στη µαθηµατική γραµµική πράξη της
συνέλιξης µεταξύ των πινάκων. Τέτοιου τύπου δίκτυα έχουν αποδειχθεί ικανά να εξάγουν
χρήσιµες πληροφορίες από πίνακες. ΄Εχουν εφαρµοστεί κυρίως σε προβλήµατα υπολογι-
στικής όρασης, ταξινόµησης εικόνων αλλά και σε προβλήµατα χρονοσειρών. Σύµφωνα µε
τον Albawi κ.σ. [5] ο λόγος που οδήγησε στην εκτεταµένη χρήση αυτού του είδους δικτύου
είναι η µείωση των προς εκπαίδευση παραµέτρων. Πιο συγκεκριµένα, στην περίπτωση που
αντί για συνελικτικά επίπεδα το δίκτυο απαρτιζόταν από πλήρως συνδεδεµένα επίπεδα για
εικόνες εισόδου διαστάσεως HxWxD, για τη σύνδεση µε ένα µόνο κόµβο στο κρυφό επίπεδο
ϑα χρειαστούν HxWxD συνδέσεις που σηµαίνει HxWxDx2 παράµετροι. Ωστόσο, ένα κρυφό
επίπεδο µε έναν κόµβο δε ϑα προσφέρει σηµαντική υπολογιστική ισχύ στον µοντέλο. Κατά
συνέπεια, ψάχνοντας µία αποδοτικότερη λύση, αντί για πλήρη σύνδεση µεταξύ των κόµβων
διαφορετικών επιπέδων, προτάθηκε η εξαγωγή χαρακτηριστικών ανά περιοχές της εικόνες.
Με άλλα λόγια οι κρυφοί νευρώνες του επόµενου επιπέδου λαµβάνουν την είσοδο µόνο από
την αντίστοιχη περιοχή του προηγούµενου επιπέδου.

Τα συνελικτικά επίπεδα εκτός από το µέγεθος πυρήνα έχουν και µία άλλη παραµέτρο που
είναι ικανή να µειώσει περαιτέρω το συνολικό αριθµό παραµέτρων του δικτύου. Πρόκεται
για το ϐήµα συνέλιξης που σχετίζεται µε τον τρόπο που µετακινείται ο πυρήνας συνέλιξης
στην εικόνα εισόδου.

Η µαθηµατική αναπάρασταση της συνέλιξης ορίζεται ως ακολούθως:

conv(i, j) = (x ∗w)[i, j] =
∑
k(
∑
m
∑
n xk[m, n]w[i −m, j − n])
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συνελικτικό επίπεδο
επίπεδο υποδειγµατοληψίας
επίπεδο µετατροπής διαστάσεων (flatten)
πλήρως συνδεδεµένο επίπεδο

Σχήµα 2.3: Βασική αρχιτεκτονική συνελικτικού δικτύου

Εκτός από τη συνηθισµένη µορφή της συνέλιξης που παρουσιάστηκε, στην παρούσα
εργασία χρησιµοποιείται και η διαχωρίσιµη συνέλιξη. Πάνω σε αυτή τη δοµή ϐασίστηκε το
µοντέλο Xception [6]. Σύµφωνα µε αυτό το άρθρο, αυτό το είδος της συνέλιξης αποτελείται
από δύο στάδια :

• συνέλιξη ως προς το ϐάθος, δηλαδή χωρική συνέλιξη που εφαρµόζεται ανεξάρτητα σε
κάθε κανάλι εισόδου

• σηµειακή συνέλιξη, συνέλιξη 1x1 που ενώνει τις επιµέρους εξόδους των καναλιών.

Η µαθηµατική έκφραση της διαχωρίσιµης συνέλιξης µε ϐάση το [7] είναι : Συνέλιξη ως προς
το ϐάθος :

convdepth(i, j) = (x ∗w)[i, j] =
∑
m
∑
n x[m, n]w[i −m, j − n]

Σηµειακή συνέλιξη :

convpoint(i, j) =
∑L
l x[l] ·w[i, j, l]

∆ιαχωρίσιµη συνέλιξη :

convseperable = convpoint(xp, convdepth(i, j)(xd , w))

Το πλεονέκτηµα της διχωρίσιµης ως προς το ϐάθος συνέλιξης έναντι της κανονικής συ-
νέλιξης είναι ότι η πρώτη πρακτικά ορίζει ανεξάρτητα χαρακτηριτικά τα οποία στο τέλος
συνενώνονται. Αντιθέτως, η τελευταία προσπαθεί να µάθει τα ϕίλτρα που πρέπει ταυτόχρονα
να εξάγουν και να ενώσουν και τα χωρικά χαρακτηριστικά. Αυτό σηµαίνει ότι ο αριθµός
των προς εκπαίδευση παραµέτρων είναι πολύ µεγαλύτερος σε αυτή την περίπτωση και κα-
τά στυνέπεια αυξάνεται η πολυπλοκότητα και η επιρρέπεια του δικτύου στο ϕαινόµενο της
υπερεκπαίδευσης.

Ο αριθµός των παραµέτρων στη γενική περίπτωση για τα δύο είδη συνέλιξης είναι :
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Μέθοδος Αριθµός παραµέτρων
Κανονική Συνέλιξη (k × k × I) × I

∆ιαχωρισιµη Συνέλιξη ως προς το ϐάθος k × k × I + I × O

Πίνακας 2.1: Συγκριτικός πίνακας παραµέτρων
k× k: µέγεθος πυρήνα

Ι : αριθµός καναλιών εισόδου
Ο : αριθµός καναλιών εξόδου

΄Αλλα στοιχεία νευρωνικών δικτύων

Το επόµενο στρώµα µετά από κάποιο κρυφό επίπεδο (σαν αυτά που είδαµε παραπάνω)
είναι µια µη γραµµική συνάρτηση ενεργοποίησης. Ο σκοπός αυτής της µη γραµµικότητας
είναι να προσαρµόζει ή να ϕιλτράρει την έξοδο της συνέλιξης. Το επίπεδο αυτό εφαρµόζεται
για να περιορίσει τις τιµές του παραγόµενου αποτελέσµατος. Αν χρησιµοποιηθεί γραµµική
συνάρτηση τότε ϑα είναι ευκολότερο για το µοντέλο να εκπαιδευτεί αλλά δυσκολότερο να
µάθει περίπλοκες συσχετίσεις. Τέτοιου είδους συναρτήσεις χρησιµοποιούνται συνήθως στο
επίπεδο εξόδου δικτύων που λύνουν προβλήµατα παλινδρόµησης και έχουν ως στόχο να
προβλέψουν µια ποσότητα δηλαδή µία συνεχή τιµή.

Μερικές από τις πιο γνωστές συναρτήσεις ενεργοποίησης σύµφωνα µε τα άρθρα [8] και
[9] είναι οι :

• σιγµοειδής : Η συνάρτηση αυτή λαµβάνει τιµές από 0 έως 1. Ο τύπος της συνάρτησης
είναι ο ακόλουθος :

g(x) = 1
1+e−x , όπου x = wjivi + bi

Ωστόσο, η παράγωγος της σιγµοειδούς συνάρτησης κοντά στην περιοχή του µηδενός
και του ένα γίνεται σχεδόν µηδέν. Κατά συνέπεια, τα δεδοµένα δεν περνάνε µέσω
των νευρώνων για να ανανεώσουν τα ϐάρη κατά τη διάρκεια του back propagation.
΄Ετσι, αυτό το ϕαινόµενο της εξαφάνισης της παραγώγου (vanishing gradient), όπως
ονοµάζεται, µειώνει την αποτελεσµατικότητα του δικτύου. Επιπλέον, το γεγονός ότι
είναι κεντραρισµένη στο 0.5 επιβραδύνει την εκµάθηση.

• υπερβολική εφαπτοµένη (tanh): Η συνάρτηση αυτή έχει έυρος τιµών από -1 έως 1 και
είναι κεντραρισµένη στο µηδέν. Ωστόσο, δεν λύνει το πρόβληµα της εξαφάνισης της
παραγώγου. Ο τύπος της συνάρτησης είναι ο ακόλουθος :

tanh(x) =
sinh(x)
cosh(x) = ex−e−x

ex+e−x

• ReLU: Είναι πλέον από τις πιο διαδεδοµένες συναρτήσεις ενεργοποίησης καθώς είναι
αρκετά απλή και επιτυγχάνει χαµηλό υπολογιστικό χρόνο κατά την εκπαίδευση. Ε-
πίσης, η ReLU λύνει το πρόβληµα της εξαφάνισης της παραγώγου που εµφανίζεται
µε τις προηγούµενες δύο συναρτήσεις καθώς η παράγωγος είναι σταθερή για ϑετική
είσοδο. ΄Αλλο ένα πλεονέκτηµα της συνάρτησης αυτής είναι ότι δηµιουργεί µια πιο
αραιή αναπαράσταση λόγω του µηδενός στην παραγώγιση.
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relu(x) = max(0, x)

d
dx relu(x) =

 0 if x ≤ 0
1 if x > 0

−4 −2 2 4
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−0.5
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f (x)
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tanh
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Σχήµα 2.4: Συναρτήσεις ενεργοποίησης

Αναδροµικά νευρωνικά δίκτυα

Κατά την ενδελεχή µελέτη των Lipton κ.σ.[10] τα αναδροµικά δίκτυα είναι δίκτυα πρόσθιας
τροφοδότησης που όµως περιλαµβάνουν επιπλέον ακµές οι οποίες συνδέουν διαδοχικές χρο-
νικές στιγµές µεταξύ τους. Τη χρονική στιγµή t, οι κόµβοι µε αναδροµικές ακµές λαµβάνουν
είσοδο από από το τρέχον δείγµα Xt αλλά και από τις τιµές των κρυφών κόµβων (ht−1) της
προηγούµενης κατάστασης του δικτύου. Η έξοδος κάθε χρονική στιγµή t υπολογίζεται από
τις τιµές ht . Κατ΄ αυτόν τον τρόπο η είσοδος τη στιγµή t-1 µπορεί να επηρεάσει το αποτέλεσµα
ŷt τη χρονική στιγµή t αλλά και το αποτέλεσµα µεταγενέστερων χρονικών στιγµών χάρη στις
αναδροµικές συνδέσεις µεταξύ των κόµβων.

Στην εικόνα 2.5 ϕαίνεται σχηµατικά ένα αναδροµικό επίπεδο ενός δικτύου τόσο στην
συµπτυγµένη όσο και στην ανεπτυγµένη του µορφή. Για τη συνέχεια της εργασίας όταν ϑα
γίνεται αναφορά σε αναδροµικό δίκτυο ϑα χρησιµοποιούνται τα σχήµατα αυτά.

Στο άρθρο [11] των Schuster και Paliwal γίνεται λόγος για τα αµφίδροµα αναδροµικά
δίκτυα. Στα απλά αναδροµικά δίκτυα η πληροφορία µεταφερόταν προς µία µόνο κατεύθυν-
ση (πρόσθια). Αυτό, ωστόσο, παρουσιάζει κάποιους περιορισµούς σε ορισµένα προβλήµατα.
Για παράδειγµα, στο πρόβληµα πρόβλεψης της επόµενης λέξης σε µία πρόταση, το απλό
αναδροµικό δίκτυο δεν έχει τη δυνατότητα να εκπαιδευτεί λαµβάνοντας υπόψη µεταγενέστε-
ϱες λέξεις. Μπορεί να κρατήσει µόνο την προγενέστερη πληροφορία. Τα αναδροµικά δίκτυα
διπλής κατεύθυνσης µπορούν έχουν καλύτερη αντίληψη του περιεχοµένου καθώς η πλη-
ϱοφορία ϱέει τόσο από το παρελθόν στο παρόν όσο και από το µέλλον στο παρόν. Η ιδέα
της δοµής αυτών των δικτύων ϐασίζεται στο γεγονός ότι οι έξοδοι από κάθε κατεύθυνση δεν
συνδέονται µε τις εξόδους της άλλης. Η ανεπτυγµένη µορφή του δικτύου για n χρονικές
στιγµές ϕαίνεται στο σχήµα 2.6.
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ΑX y

(αʹ) Γενικευµένη µορφή αναδροµικού δικτύου
Α : µεµονωµένη δοµή αναδροµικού δικτύου

ΑX1 y1

ΑX2 y2

ΑXn yn

...

. .
. . . .

(ϐʹ) Ανοιχτή µορφή αναδροµικού επιπέδου.

Σχήµα 2.5: Σχήµα αναδροµικού δικτύου
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X1

X2

Xn

...

...

Σχήµα 2.6: Ανεπτυγµένη µορφή αναδροµικού επιπέδου διπλής κατεύθυνσης.

΄Οπως ϕαίνεται στο σχήµα, αν αφαιρέσουµε τη δεξιά σειρά αναδροµικών µονάδων προ-
κύπτει µία δοµή που είναι ίδια µε αυτή του απλού αναδορµικού δικτύου. Στο αµφίδροµο
αναδροµικό δίκτυο, η έξοδος της πρόσθιας κατεύθυνσης συνενώνεται µε αυτή της προς τα
πίσω κατεύθυνσης.

΄Ενα είδος αναδροµικού δικτύου που επικρατεί σε εφαρµογές µε δεδοµένα που σχετίζο-
νται χρονικά µεταξύ τους είναι οι νευρώνες µακράς και ϐραχείας µνήµης (Long Short-Term
Memory (LSTM) ). Προτάθηκε από τους Hochreiter και Schmidhuber [12] ως λύση στα
προβλήµατα που εισήγαγαν οι παλαιότερες τεχνικές για διαδοχικά δεδοµένα, όπως είναι η
ταλάντωση µεταξύ τιµών στα ϐάρη του δικτύου και ο εξαιρετικά µεγάλος χρόνος γεφύρωσης
µεγάλων χρονικών κενών ή ακόµα και η αδυναµία γεφύρωσης αυτών.

Σύµφωνα µε τον Le κ.σ. [13] ένα τυπικό δίκτυο µακράς και ϐραχείας µνήµης αποτελε-
ίται από τµήµατα µνήµης που λέγονται κελιά. ∆ύο πληροφορίες µεταφέρονται από το ένα
κελί στο επόµενο. Αυτά είναι η κρυφή έξοδος και η έξοδος του κελιού. Η έξοδος του κελιού
είναι που επιτρέπει τα δεδοµένα να ϱέουν από τις παρελθοντικές χρονικές στιγµές προς τις
µελλοντικές. Κατά τη ϱοή της πληροφορίας µπορούν να συµβούν κάποιοι γραµµικοί µετα-
σχηµατισµοί. Τα δεδοµένα µπορεί να προστεθούν ή να διαγραφούν από την έξοδο του κελιού
µέσω σιγµοειδών πυλών. Ως πύλη, ϑεωρούµε µια σειρά από υπολογισµούς πινάκων που πε-
ϱιλαβάνουν διαφορετικά ϐάρη. ΄Ετσι, τα δίκτυα αυτά έχουν τη δυνατότητα να αποφεύγουν
µακροπρόθεσµες συσχετίσεις καθώς χρησιµοποιούν πύλες για να ελέγχουν τη διαδικασία
αποµνηµόνευσης της πληροφορίας που προέρχεται από τα δεδοµένα εισόδου.

Η λογική σε κάθε ϐήµα εκπαίδευσης ενός τέτοιου αναδροµικού δικτύου είναι να εντο-
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πίζεται ποιο τµήµα της πληροφορίας δε χρειάζεται και συνεπώς µπορεί να παραληφθεί στην
πορεία της µάθησης, δηλαδή κατά τη µετάβαση στο επόµενο κελί. Τη διαδικασία αυτή α-
ναλαµβάνει και ϕέρνει σε πέρας η σιγµοειδής συνάρτηση, η οποία παίρνει ως είσοδο την
κρυφή έξοδο του προηγούµενου κελιού (ht−1) καθώς επίσης και την τρέχουσα είσοδο (Xt ). Η
πύλη αυτή ονοµάζεται πύλη συγκράτησης πληροφορίας (forget gate). Η πύλη αυτή δίνει ένα
διάνυσµα τιµών µε εύρος από µηδέν έως ένα, που αντιστοιχούν στις τιµές της κατάστασης
κελιού (Ct−1). Πιο συγκεκριµένα, το διάνυσµα της πύλης αυτής υπολογίζεται ως εξής :

ft = σ(Wf [ht−1,Xt ] + bf )

όπου:

• σ η σιγµοειδής συνάρτηση

• Wf , bf τα διανύσµατα ϐαρών της πύλης

Στη συνέχεια, µε ϐάση τη νέα είσοδο Xt ενηµερώνεται η κατάσταση του κελιού. Αυτό
συµβαίνει σε δύο στάδια. Αρχικά η είσοδος περνάει από µια σιγµοειδή συνάρτηση η οποία
αποφασίζει αν η νέα πληροφορία ϑα πρέπει να αγνοηθεί ή να συνυπολογιστεί. ΄Υστερα, περ-
νάει από µία συνάρτηση υπερβολικής εφαπτοµένης η οποία προσδιορίζει τα ϐάρη των τιµών
που περνάνε. Οι έξοδοι των δύο αυτών συναρτήσεων πολλαπλασιάζονται για να ανανεώσουν
τη νέα κατάσταση του κελιού. Αυτό το νέο τµήµα µνήµης προστίθεται στο προηγούµενο Ct−1

και προκύπτει το διάνυσµα του Ct .

Η έξοδος της σιγµοειδούς είναι :

it = σ(Wi[ht−1, Xt] + bi)

Η έξοδος της υπερβολικής εφαπτοµένης είναι :

Nt = tanh(Wn[ht−1, Xt] + bn)

Τέλος, η κατάσταση του κελιού υπολογίζεται ως εξής :

Ct = Ct−i · ft + Nt · it

όπου bo και Wo τα ϐάρη της πύλης εξόδου. Στο τελικό στάδιο, µία σιγµοειδής συνάρτηση
αποφασίζει ποιο τµήµα της πληροφορίας ϑα καταλήξει στην έξοδο και ποιο όχι. Στη συνέχεια,
η έξοδος της σιγµοειδούς πολλαπλασιάζεται µε την έξοδο της υπερβολικής εφαπτοµένης που
έχει σαν είσοδο την κατάσταση του κελιού (Ct ). Κατά συνέπεια, η εξίσωση υπολογισµού της
εξόδου της µονάδας µακράς και ϐραχείας µνήµης ορίζεται ως ακολούθως:

ht = σ(Wo[ht−1, Xt] + bo) · tanh(Ct)

Παρακάτω ϕαίνεται η δοµή µιας µονάδας µακράς και ϐραχείας µνήµης, όπως αυτή περι-
γράφηκε στις προηγούµενες παραγράφους.
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σ σ Tanh σ

× +

× ×

Tanh

c〈t−1〉

h〈t−1〉

x〈t〉

c〈t〉

h〈t〉

h〈t〉

Σχήµα 2.7: ∆οµή κελιού µακράς και ϐραχείας µνήµης

Συνάρτηση απωλειών και ϐελτιστοποιητής

Σε ένα νευρωνικό δίκτυο, όπως αυτά που ορίστηκαν στις προηγούµενες παραγράφους,
πρέπει να υπάρχει µια συνάρτηση απώλειας (loss function) ϐάσει της οποίας να παρακολου-
ϑείται η απόκλιση της πρόβλεψης από την πραγµατική τιµή. Υπάρχουν πολλές συναρτήσεις
που εξυπηρετούν αυτόν τον σκοπό και η καταλληλότητά τους εξαρτάται από το είδος του
προβλήµατος που καλείται να λύσει το νευρωνικό δίκτυο.

Για προβλήµατα ταξινόµησης χρησιµοποιείται η απώλεια διασταυρούµενης εντροπίας
που ορίζεται ως εξής :

J = −
∑M
i p(y)i log(q(y)i)

όπου:

• Μ είναι ο αριθµός των κλάσεων,

• p(yi) είναι η πιθανότητα του yi να είναι η πραγµατική τιµή και

• q(yi) είναι η πιθανότητα του yi να είναι η προβλεπόµενη τιµή

Η συνάρτηση απωλειών είναι συνάρτηση διαφόρων παραµέτρων µάθησης του δικτύου (ϐάρη
και σταθερές (weights and bias». Για ακριβείς προβλέψεις χρειάζεται κανείς να ελαχιστο-
ποιήσει την απώλεια µεταξύ προβλέψεων και πραγµατικών τιµών. Σε ένα νευρωνικό δίκτυο
αυτό συµβαίνει µε τη χρήση της προς τα πίσω διάδοσης. Η τρέχουσα διαφορά µεταξύ των
τιµών διαδίδεται προς τα πίσω, σε κάποιο προηγούµενο επίπεδο, όπου χρησιµοποιείται για
να αλλάξει τα ϐάρη µε τέτοιο τρόπο ώστε η απώλεια, τελικά, να ελαχιστοποιείται.

Wk+1 = Wk −
∂

∂Wk
J(w)

Τα ϐάρη αλλάζουν τιµές σύµφωνα µε µια συνάρτηση που λέγεται συνάρτηση ϐελτιστοποίη-
σης (optimization function). Συνήθως, τέτοιου είδους συναρτήσεις υπολογίζουν τη µερική
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παράγωγο της συνάρτησης απωλειών ως προς τα ϐάρη και τα ϐάρη προσαρµόζονται σύµ-
ϕωνα µε την αντίθετη κατεύθυνση της κλίσης. Αυτή η διαδικασία συνεχίζεται έως ϕτάσει το
ελάχιστο της συνάρτησης απωλειών.

Ο πιο δηµοφιλής αλγόριθµος ϐελτιστοποίησης ο SGD, Stochastic Gradient Descent
ανήκει στην κατηγορία αλγορίθµων µε σταθερό ϱυθµό µάθησης, όπου τα νέα ϐάρη υπολο-
γίζονται ως εξής :

Wk+1 = Wk − η(∆J(w)), όπου η: ο ϱυθµός µάθησης

Η άλλη κατηγορία αλγορίθµων ϐελτιστοποίησης είναι αυτή που προσαρµόζουν το ϱυθµό
µάθησης. Αυτοί οι αλγόριθµοι έρχονται να αντιµετωπίσουν το πρόβληµα του SGD, ο οποίος
απαιτεί τον εκ των προτέρων καθορισµό των υπερπαραµέτρων του. ∆ιαθέτουν µεθόδους
ϱυθµού µάθησης για κάθε παράµετρο χωριστά, δίχως να απαιτείται πολλή δουλειά για τον
προσδιορισµό των παραµέτρων από τον προγραµµατιστή. Τέτοιος αλγόριθµος είναι ο Adam
(Adaptive Moment Estimation) ο οποίος χρησιµοποιείται στα πειράµατα της εργασίας.

2.1.4 Ενισχυτική µάθηση

΄Οπως αναφέρθηκε στην προηγούµενη ενότητα η ενισχυτική µάθηση ϐασίζεται στην αλλη-
λεπίδραση του πράκτορα µε το περιβάλλον του. Για κάθε ενέργεια που αποφασίζει να κάνει
κερδίζει µια αµοιβή ή τιµωρείται µε αφαίρεση «πόντων». Η µάθηση ενός τέτοιου µοντέλου
επικεντρώνεται στη δυνατότητά του να µεγιστοποιήσει τον τρόπο µε τον οποίο λαµβάνει αυτές
τις αµοιβές.

Σύµφωνα µε τους συγγραφείς του ϐιβλίου [14] η ενισχυτική µάθηση είναι ϑεµελιωµένη
στην ιδέα της της ϑεωρίας δυναµικών συστηµάτων και ειδικά στη ϑεωρία των Μαρκοβια-
νών διαδικασιών απόφασης. ΄Ενας πράκτορας πρέπει να είναι σε ϑέση να καταλαβαίνει
την κατάσταση του περιβάλλοντος µε το οποίο έρχεται σε επαφή και να µπορεί να λαµ-
ϐάνει αποφάσεις ικανές να µεταβάλλουν αυτή την κατάσταση. Επιπλέον, ένας πράκτορας
πρέπει να έχει ένα στόχο ή ένα σύνολο από στόχους. Οι διαδικασίες λήψης απόφασης κατά
Markov (Markov decision process, MDP ) είναι σχεδιασµένες να καλύπτουν αυτές τις τρεις
προϋποθέσεις. Οποιαδήποτε µέθοδος είναι κατάλληλη να λύσει τέτοιου είδους προβλήµατα
ϑεωρείται µέθοδος ενισχυτικής µάθησης.

Μία µεγάλη πρόκληση σε αυτού του είδους τις µεθόδους είναι η ισορροπία µεταξύ της
εξερεύνησης (exploration) και της εκµετάλλευσης (exploitation). Ο πράκτορας, προκειµένου
να µεγιστοποιήσει το κέρδος του, ϑα πρέπει να προτιµήσει ενέργειες που έχει δοκιµάσει στο
παρελθόν και αποδείχθηκαν επικερδείς. Από την άλλη όµως, ϑα πρέπει να δοκιµάσει και
νέες ενέργειες ώστε να σχηµατίσει καλύτερη εικόνα για το ευρύτερο περιβάλλον. Πρόκειται
για δύο τάσεις του πράκτορα που έρχονται σε σύγκρουση µεταξύ τους και καµία από αυτές
δε µπορεί να υιοθετηθεί πλήρως κατά τη διάρκεια της εκπαίδευσης χωρίς να οδηγήσει το
σύστηµα σε αποτυχία. Ο σκοπός του πράκτορα είναι να δοκιµάσει ποικίλες ενέργειες και
προοδευτικά να αρχίσει να προτιµάει αυτές που ϕαίνονται καλύτερες.
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2.1.5 Στοιχεία της ενισχυτική µάθησης

Πέρα από τον πράκτορα και το περιβάλλον, µπορούµε να προσδιορίσουµε τέσσερα κυρίως
στοιχεία ενός συστήµατος ενισχυτικής µάθησης. Αυτά είναι τα ακόλουθα:

• πολιτική: Μία πολιτική, µε την ευρεία έννοια, ϑα µπορούσε να ϑεωρηθεί ότι είναι ένα
είδος αντιστοίχισης µεταξύ των καταστάσεων και των ενεργειών. Σε κάποιες περιπτώσεις
η πολιτική µπορεί να είναι πολύ απλή όπως ένας πίνακας αντιστοίχισης, ενώ κάποιες
άλλες ϕορές µπορεί να είναι ολόκληρη διαδικασία εύρεσης. Επίσης, µια πολιτική
µπορεί να είναι στοχαστική, δηλαδή να προσδιορίζει πιθανότητες για κάθε ενέργεια.
Γενικά, αποτελεί τον πυρήνα του συστήµατος, αφού από µόνη της είναι επαρκής για
να καθορίσει τη συµπεριφορά του πράκτορα.

• αµοιβή: ΄Ενα σήµα αµοιβής προσδιορίζει το στόχο του µοντέλου ενισχυτικής µάθησης.
Κάθε χρονική στιγµή το περιβάλλον απαντάει σε µια απόφαση δίνοντας κάποια αµοιβή
ή τιµωρία στον πράκτορα. Η συνάρτηση αµοιβής είναι που καθορίζει τι είναι ωφέλιµο
και τι επιβλαβές για την εκµάθηση του περιβάλλοντος. Μπορεί να είναι στοχαστικής
ϕύσεως. Σε γενικές γραµµές, η αµοιβή καθορίζει την αλλαγή της πολιτικής, µε την
έννοια του ότι αν η αµοιβή είναι πολύ µικρή τότε η πολιτική ϑα αντιστοιχίσει την
κατάσταση µε κάποια άλλη ενέργεια.

• συνάρτηση αξίας : Η συνάρτηση αξίας σε αντίθεση µε τη συνάρτηση αµοιβής εκφράζει
τι είναι καλό για τον πράκτορα µακροπρόθεσµα και όχι για την τρέχουσα κατάσταση.
Γενικά, η αξία µιας κατάστασης ϑεωρείται η συνολική αµοιβή που ένας πράκτορας
αναµένει να κερδίσει στο µέλλον. Για παράδειγµα, µία κατάσταση µπορεί πάντα να
αποδίδει µικρή αµοιβή όµως να ακολουθείται από άλλες καταστάσεις που αποδίδουν
µεγάλη αµοιβή και έτσι µακροπρόθεσµα να πετυχαίνει µεγάλο άθροισµα αµοιβών. Ε-
πίσης, ϑα µπορούσε να συµβεί και το αντίθετο. Κατά συνέπεια η συνάρτηση αξίας
είναι απαραίτητη για την εξασφάλιση σταθερής συµπεριφοράς του πράκτορα. Στην
πραγµατικότητα, αυτό που µας ενδιαφέρει στην ενισχυτική µάθηση είναι να µεγιστο-
ποιήσουµε τη συνολική αµοιβή και κατ΄ επέκταση να κάνει το σύστηµα ενέργειες που
αποφέρουν µεγάλη αµοιβή - συνολικά. Ωστόσο, ο ορισµός της αξίας µιας κατάστασης
του περιβάλλοντος είναι πολύ πιο δύσκολος από αυτόν της αµοιβής, καθώς η πρώτη
ϑα πρέπει να υπολογίζεται ξανά και ξανά κατά τη διάρκεια µάθησης του µοντέλου.

• µοντέλο περιβάλλοντος : Πρόκειται για µίµηση της συµπεριφοράς του περιβάλλοντος
και επιτρέπει στον πράκτορα να καταλαβαίνει πώς το περιβάλλον πρόκειται να συµπε-
ϱιφερθεί µετά από κάθε ενέργεια. Πρέπει, για παράδειγµα, να γνωρίζει την επόµενη
κατάσταση ή την επόµενη αµοιβή.

Λαµβάνοντας υπόψη την εισαγωγική περιγραφή της ενισχυτικής µάθησης, που έγινε
παραπάνω, ϑα αναλύσουµε ένα στοχαστικό αλγόριθµο που ανήκει σε αυτή την κατηγορία
µάθησης. Πρόκειται για τον αλγόριθµο Q-learning. Σύµφωνα µε το ϐιβλίο του Haykin [15],
ο αλγόριθµος αυτός έχει σκοπό να ϐελτιστοποιήσει την πολιτική, δοκιµάζοντας ακολουθίες
καταστάσεων του περιβάλλοντος και υπολογίζοντας τις αµοιβές που χαρακτηρίζουν τις µε-
ταβάσεις από κατάσταση σε κατάσταση. Για το λόγο αυτό, χρησιµοποιείται µια πολιτική
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συµπεριφοράς όπως ονοµάζεται και όχι πολιτική εκτίµησης, όπως είδαµε προηγουµένως. Η
διαφορά έγκειται στο ότι, στην περίπτωση του Q-learning, ο αλγόριθµος προσπαθεί µέσα
από δειγµατοληπτικές διαδικασίες να ελέγξει όλες τις ενέργειες. Αντιθέτως, η πολιτική ε-
κτίµησης συνήθως εξερευνά τις καταστάσεις άπληστα (greedy). ΄Ετσι, ο αλγόριθµος αυτός
χαρακτηρίζεται ως αλγόριθµος εκτός πολιτικής (off-policy).

Για τη µαθηµατική περιγραφή του αλγορίθµου ϑα ϑεωρήσουµε το δείγµα:

(st , at , rt , st+1)

• st : Η κατάσταση του περιβάλλοντος τη στιγµή t.

• at : Η ενέργεια που εκτελείται στην κατάσταση st .

• rt : Η αµοιβή που έλαβε ο πράκτορας µε την εκτέλεση της ενέργειας at .

• st+1: Η επόµενη κατάσταση.

Θεωρώντας ως γ συντελεστή µείωσης της αµοιβής, η µειωµένη αµοιβή τη στιγµή t ορίζεται ως
Rt =

∑T
t′=t γ

t′−trt′ , όπου Τ είναι η χρονική στιγµή του τερµατισµού της αλληλεπίδρασης του
πράκτορα µε το περιβάλλον. Η ϐέλτιστη συνάρτηση ενέργειας-αξίας υπακούει στην ιδιότητα
της εξίσωσης Bellman. Αυτό σηµαίνει ότι αν η ϐέλτιστη τιµή Q∗(s′, a′) µιας ακολουθίας s′

ήταν γνωστή στην επόµενη χρονική στιγµή για όλες τις πιθανές ενέργειες τότε η ϐέλτιστη
στρατηγική ϑα ήταν να επιλεχθεί η ενέργεια εκείνη a′ που µεγιστοποιεί την εκτιµώµενη τιµή
r + γQ∗(s′, a′).

Q∗(s, a) = Es′[r + γ maxa′ Q∗(s′, a′)]

Στο άρθρο των Mnih κ.σ. [16] έγινε η πρώτη εισαγωγή στο ϐαθύ Q-learning (Deep Q-
learning). Ο σκοπός των συγγραφέων ήταν να εκµεταλλευτούν τις δυνατότητες τις ϐαθιάς
µηχανικής µάθησης και να τη συνδυάσουν µε την ενισχυτική µάθηση. Στα πλαίσια αυτής
της προσπάθειας, εισήχθη ο όρος επανάληψη εµπειρίας (experience replay). Πρόκειται για
την αποθήκευση δειγµάτων αλληλεπίδρασης του πράκτορα µε το περιβάλλον του. Τέτοια
δείγµατα είναι της µορφής:

et = (st , at , rt , st+1)

Εποµένως, προκύπτει ένα σύνολο δεδοµένων D = e1, e2, ..., en που είναι αποθηκευµένο
σε µια δοµή που ονοµάζεται µνήµη επανάληψης (replay memory). Κατά τη διάρκεια του
αλγορίθµου η εσωτερική επανάληψη αντλεί τυχαία δείγµατα εµπειρίας από τη µνήµη επα-
νάληψης και τα ανανεώνει µε την τεχνική Q-learning. ΄Υστερα, ο πράκτορας επιλέγει και
εκτελεί µία ενέργεια σύµφωνα µε την ε-άπληστη πολιτική (ϸ-greedy policy), δηλαδή µε πι-
ϑανότητα ϸ επιλέγει µια τυχαία ενέργεια και µε πιθανότητα 1− ϸ επιλέγει ενέργεια σύµφωνα
µε την άπληστη πολιτική.

Επίσης ο Mnih πρότεινε τη χρήση ενός δικτύου στόχου (target netowrk) µε παραµέτρους
(θ−t ). Το δίκτυο αυτό είναι το ίδιο µε το δίκτυο εκπαίδευσης, µόνο που οι παράµετροί του
αντιγράφονται κάθε τ χρονικές στιγµές από το δίκτυο εκπαίδευσης. Συνεπώς προκύπτει :

YDQNt = Rt+1 + γ maxa′ Q∗(s′, a′; θ−t )
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2.1 Μηχανική Μάθηση

Η προσέγγιση του Deep Q-learning έχει πλεονεκτήµατα έναντι του κλασικού Q-learning:

• Αποδοτικότητα δεδοµένων: Κάθε δείγµα εµπειρίας από το περιβάλλον µπορεί να αξιο-
ποιηθεί σε περισσότερες από µία ανανεώσεις ϐαρών

• Αποδοτικότητα µάθησης: Η προσπάθεια του πράκτορα να µάθει παρατηρώντας συνε-
χόµενα δείγµατα του περιβάλλοντος είναι συχνά αναποτελεσµατική καθώς οι συσχε-
τίσεις µεταξύ των δειγµάτων είναι ισχυρές. Η εισαγωγή της τυχαιότητας ως προς την
επιλογή των δειγµάτων από την µνήµη επανάληψης διευκολύνει τη διαδικασία της
µάθησης.

• Επίτευξη σύγκλισης : ΄Οταν ο πράκτορας µαθαίνει εντός πολιτικής (on-policy) οι τρέχου-
σες παράµετροι καθορίζουν το επόµενο δείγµα στο οποίο οι παράµετροι έχουν εκπαι-
δευτεί. Κατά συνέπεια, στο σύστηµα µάθησης υπεισέρχονται ανεπιθύµητοι ϐρόχοι µε
αποτέλεσµα το σύστηµα να κολλάει σε τοπικά ακρότατα ή ακόµα και να µη συγκλίνει
ποτέ. Το πρόβληµα αυτό επιλύεται χάρη στη µνήµη επανάληψης που πετυχαίνει την
αποφυγή ταλαντώσεων µεταξύ ακρότατων και τη σύγκλιση του συστήµατος.

Μετά την εισαγωγή του Deep Q-learning προέκυψαν άρθρα µε παραλλαγές αυτής της
µεθόδου µάθησης που οδήγησε σε ακόµα καλύτερη επίδοση των µοντέλων. Σηµαντικά
παραδείγµατα αυτών είναι το άρθρο των [17] κ.σ. που έφερε στο ϕως την έννοια του Double
Deep Q-learning, το άρθρο [18] που αµφισβήτησε την αναγκαιότητα ύπαρξης του δικτύου
στόχου καθώς επίσης και η µελέτη [19], που συνδυάζει πολλές παραλλαγές ενωµένες σε ένα
σύστηµα.

Στα πλαίσια της παρούσας εργασίας ϑα αναφερθούµε στις αλλαγές που προτάθηκαν
στο άρθρο [17] (Double Deep Q-learning). Ο παράγοντας max στην παραπάνω εξίσωση
χρησιµοποιεί τις ίδιες τιµές και για να επιλέξει και για να αξιολογήσει µία ενέργεια. Αυτό
αυξάνει την πιθανότητα να διαλέξει υπερεκτιµηµένες τιµές, καταλήγοντας σε υπεραισιόδοξες
εκτιµήσεις. Το πρόβληµα αυτό αντιµετωπίζεται µε το διαχωρισµό της επιλογής από την
αξιολόγηση. ΄Ετσι, έχουµε δύο συναρτήσεις αξίας και συνεπώς δύο σύνολα παραµέτρων
θt και θ′t . Σε κάθε ανανέωση που γίνεται το ένα σύνολο χρησιµοποιείται για την άπληστη
πολιτική και το άλλο για να καθορίσει την τιµή της. Πλέον, οι εξισώσεις γράφονται ως
ακολούθως:

YQt = Rt+1 + γQ(s′, argmax ′aQ(s′, a′; θt); θt)
YDoubleQt = Rt+1 + γQ(s′, argmax ′aQ(s′, a′; θt); θ′t)

Παρατηρούµε, ότι για την επιλογή χρησιµοποιούµε τις παραµέτρους θt του δικτύου εκπα-
ίδευσης ενώ για την αξιολόγηση της πολιτικής χρησιµοποιούµε τις παραµέτρους θ′t
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Κεφάλαιο 3

Περιγραφή ϑέµατος

Στο κεφάλαιο αυτό αρχικά γίνεται µια περιγραφή του προβλήµατος που καλείται να
αναλύσει η παρούσα εργασία.

3.1 Χρήσιµες έννοιες των χρηµατιστηριακών συναλλαγών

Με τον όρο αλγοριθµικές συναλλαγές, σύµφωνα µε το άρθρο [20], εννοείται η αυτοµα-
τοποιηµένη διαδικασία κατά την οποία αναλύεται η εικόνα της αγοράς, εξάγονται χαρα-
κτηριστικά που την περιγράφουν και προτείνονται σήµατα για αγορά ή πώληση µετοχών,
νοµισµάτων κ.ά. Οι συναλλαγές αυτές µπορούν να επιτευχθούν κατευθείαν από κάποιον
άνθρωπο, από τη συνεργασία ανθρώπου-υπολογιστή ή εξ΄ ολοκλήρου από τον υπολογιστή.

Πριν την εκτέλεση κάποιας ενέργειας (αγοράς ή πώλησης) πραγµατοποιείται ανάλυση η
οποία διακρίνεται σε τρία είδη:

• Θεµελιώδης ανάλυση: Πρόκειται για την ανάλυση που αφορά οποιαδήποτε πληρο-
ϕορία µπορεί να επηρεάσει την κίνηση της τιµής. Για παράδειγµα, µπορεί να περι-
λαµβάνει τη λεπτοµερή περιγραφή της οικονοµικής κατάστασης δύο χωρών (δείκτης
ανεργίας, ποσοστά τόκων / επιτοκίων, εθνικό ακαθάριστο προϊόν, εθνική πολιτική κ.ά.)
Πρακτικά, η ανάλυση αυτή παράγει σήµατα συναλλαγών όταν η τρέχουσα τιµή ενός
στοιχείου αποκλίνει από την αναµενόµενη τιµή που προκύπτει από την ϑεµελιώδη
ανάλυση.

• Τεχνική ανάλυση: Αποσκοπεί στην πρόβλεψη της κίνησης της αγοράς στο µέλλον η
οποία ϐασίζεται σε ιστορικά δεδοµένα και ορισµένες ϕορές σχετίζεται µε πληροφορία
που προκύπτει από τις συναλλαγές, όπως είναι ο όγκος των συναλλαγών. Αυτή η
αναλυτική µέθοδος υποθέτει ότι οι τιµές της αγοράς αντικατοπτρίζουν όλες τις σχετικές
πληροφορίες και έχει ως στόχο να εντοπίσει και να εκµεταλλευτεί µοτίβα στις µεταβολές
της αγοράς και όχι να εξετάσει παράγοντες που επηρεάζουν τις τιµές των στοιχείων.
Πολλές µέθοδοι τεχνικής ανάλυσης ϐασίζονται στην υπόθεση ότι οι τιµές κινούνται
σύµφωνα µε κάποια µοτίβα. Συνεπώς, παράγουν σήµα εισόδου όταν ένα ξεκινάει να
εµφανίζεται ένα µοτίβο και σήµα εξόδου όταν αυτό σταµατάει.

• Ποσοτική ανάλυση: Η ανάλυση αυτή ϑεωρεί ότι οι τιµές των στοιχείων είναι τυχαίες
και χρησιµοποιεί µαθηµατική και στατιστική ανάλυση ώστε να ϐρεθεί ένα κατάλληλο
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Κεφάλαιο 3. Περιγραφή ϑέµατος

µοντέλο ικανό να περιγράψει αυτή την τυχαιότητα. Αυτή η ανάλυση κυριαρχεί τα
τελευταία χρόνια στην οικονοµική ϐιοµηχανία.

Για τις ανάγκες της παρούσας εργασίας ϑα εστιάσουµε περισσότερο στην τεχνική ανάλυση.
Τα ιστορικά δεδοµένα που χρησιµοποιούνται συνήθως περιλαµβάνουν για κάθε χρονική
στιγµή την τιµή του στοιχείου (µετοχής, νοµίσµατος, κ.ά.). Ωστόσο, οι χρονικές στιγµές αυτές
διαδέχονται πολύ γρήγορα η µία την άλλη και µάλιστα ανά µεταβλητά χρονικά διαστήµατα.
Συνεπώς, αυτή η µορφή των δεδοµένων δυσχεραίνει την ανάλυσή τους και ως εκ τούτου
πρέπει να µετατραπούν σε δεδοµένα ανά λεπτό/ώρα/µέρα κ.ά. Αυτή η µορφή των δεδοµένων
αποτυπώνεται παρακάτω σύµφωνα µε τον ορισµό της παρακάτω εικόνας

ελάχιστη τιµή

αρχική τιµή

µέγιστη τιµή

τελική τιµή

ελάχιστη τιµή
τελική τιµή

µέγιστη τιµή

αρχική τιµή

(αʹ) Ορισµός κεριών µε ϐάση την αρχική, µέγιστη, ελάχιστη και τελική τιµή

Χρόνος

200

250

300

Τι
µή

Χρόνος

200

250

300

Τι
µή

∆ιάγραµµα τιµής µετοχής

(ϐʹ) Παράδειγµα χρονοσειράς µε τη χρήση δεδοµένων OHLC.

Σχήµα 3.1: Μορφή δεδοµένων οικονοµικών στοιχείων

Οι άνθρωποι που ασχολούνται µε τις χρηµατιστηριακές συναλλαγές παρατηρούν τα δια-
γράµµατα αυτά και εντοπίζουν κάποια µοτίβα που υποδεικνύουν την κίνηση της αγοράς και
κατ΄ επέκταση κάποιο σήµα συναλλαγής (αγορά ή πώληση στοιχείου). Σύµφωνα µε το ϐιβλίο
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3.2 Σχετικές εργασίες

του T. Bulkowski [21] υπάρχουν πάνω από εκατό µοτίβα που µπορεί κανείς να εντοπίσει.

3.2 Σχετικές εργασίες

Τα τελευταία χρόνια η επιστηµονική κοινότητα έχει ασχοληθεί ποικιλοτρόπως µε το ϑέµα
της µεγιστοποίησης κερδών µέσω των χρηµατιστηριακών συναλλαγών, αναλύοντάς το τόσο
από την πλευρά της χρηµατοοικονοµικής επιστήµης όσο και από την πλευρά της επιστήµης
των υπολογιστών. Στην παρούσα εργασία ερευνήθηκαν και σχεδιάστηκαν µοντέλα ϐαθιάς
µηχανικής µάθησης µε σκοπό να προσδιοριστεί η καταλληλότητα της επεξεργασίας εικόνων
στα χρηµατιστηριακά προβλήµατα αυτού του είδους.

΄Εχουν πραγµατοποιηθεί σχετικές εργασίες και στο παρελθόν, όπως είναι το άρθρο [22],
σύµφωνα µε το οποίο δεδοµένα της µορφής OHLC µετατρέπονται σε εικόνες και ύστερα
τροφοδοτούνται σε συνελικτικά νευρωνικά δίκτυα τα οποία ταξινοµούν τις εικόνες σε ένα
από οκτώ διαφορετικά µοτίβα που µπορούν να παρατηρηθούν στα δεδοµένα OHLC, όπως
αναλύθηκε παραπάνω. Οι Sezer κ.σ. πραγµατοποίησαν άρθρο [1] σύµφωνα µε το οποίο
γίνεται τεχνική ανάλυση στα ιστορικά δεδοµένα κάνοντας χρήση δεκαπέντε διαφορετικών
δεικτών, που έχουν υπολογιστεί για δεκαπέντε διαφορετικές τιµές παραµέτρων, συνθέτοντας
εν τέλει εικόνες διαστάσεως 15 × 15. Στη συνέχεια συνελικτικό µοντέλο αναλαµβάνει την
ταξινόµηση των εικόνων σε ενέργειες αγοράς, πώλησης ή τίποτα από τα δύο. Και στις δύο
δηµοσιεύσεις που αναφέρθηκαν οι εικόνες που σχηµατίστηκαν -µε διαφορετικό τρόπο στην
κάθε περίπτωση- τροφοδοτούν ϐαθιά συνελικτικά νευρωνικά δίκτυα µε σκοπό την ταξινόµησή
τους.
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 4

Ανάλυση και σχεδίαση

Στο κεφάλαιο αυτό παρουσιάζεται η µελέτη που έγινε για την υλοποίηση του συστήµατος.
Αρχικά περιγράφονται τα δεδοµένα που χρησιµοποιήθηκαν η προεπεξεργασία τους

και στη συνέχεια η αρχιτεκτονική του µοντέλου µάθησης.

4.1 ∆εδοµένα προβλήµατος

Στα πλαίσια της παρούσας εργασίας χρησιµοποιήθηκαν τα δεδοµένα Dow 30 που α-
ντλήθηκαν από την πλατφόρµα του Yahoo Finance. Πρόκειται για τις ηµερήσιες αρχικές,
τελικές, µέγιστες, ελάχιστες τιµές και τον όγκο συναλλαγών για τριάντα µετοχές στα τελευταία
δεκαοκτώ χρόνια (2003-2020). Ο λόγος που χρησιµοποιούνται δεδοµένα από τόσα χρόνια
είναι για να αναλυθούν και συγκριθούν τα µοντέλα κατά τη διάρκεια του χρόνου και να
ληφθούν ορισµένα συµπεράσµατα για την καταλληλότητά τους. Στο πέρασµα των χρόνων
οι µετοχές που συνιστούν αυτή την κατηγορία µετοχών αλλάζουν, έτσι παρατηρείται η εισα-
γωγή νέων µετοχών, η µετονοµασία παλαιότερων και η απουσία κάποιων µετοχών από µία
συγκεκριµένη χρονολογία και µετά.
Αναλυτικά οι τριάντα µετοχές που µελετούνται ϕαίνονται στον πίνακα 4.1.

4.2 Προεπεξεργασία δεδοµένων

Τα δεδοµένα, αµέσως µετά τη συλλογή τους, υφίστανται κάποια επεξεργασία προκει-
µένου να αποκτήσουν κατάλληλη µορφή και στη συνέχεια να τροφοδοτηθούν στο νευρωνικό
δίκτυο. ΄Ετσι, αρχικά, εφαρµόζεται µία µέθοδος συµπλήρωσης των τιµών που απουσιάζουν
από το σύνολο δεδοµένων. Η συµπλήρωση αυτή γίνεται σύµφωνα µε τον κανόνα του µέσου
όρου, δηλαδή, όλες οι απούσες τιµές αντικαθιστώνται µε το µέσο όρο, όπως αυτός προκύπτει
από την υπόλοιπη χρονοσειρά της εκάστοτε µετοχής την εκάστοτε χρονική περίοδο. ΄Επειτα,
γίνεται κανονικοποίηση των τιµών ώστε αυτές να ϐρίσκονται σε εύρος -1 έως 1. Για την
πραγµατοποίηση των πειραµάτων, ακολουθήθηκαν δύο διαφορετικές µέθοδοι για την τελική
διαµόρφωση των δεδοµένων εισόδου. Και οι δύο τρόποι αφορούν το σχηµατισµό εικόνων.
Η πρώτη µέθοδος ακολουθεί τον τρόπο διαµόρφωσης των δεδοµένων εισόδου στα πειράµα-
τα του άρθρου [1]. Πιο αναλυτικά, δηµιουργήθηκαν εικόνες από δεκαπέντε διαφορετικούς
δείκτες τεχνικής ανάλυσης για δεκαπέντε διαφορετικές τιµές. Παρακάτω απαριθµούνται οι
δείκτες καθώς επίσης και ένας σύντοµος ορισµός αυτών.
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Σύµβολο Χρονολογία εισαγωγής
MMM 1976-08-09
AXP 1982-08-30
AMGN 2020-08-31
AAPL 2015-03-19
BA 1987-03-12
CAT 1991-05-06
CVX 2008-02-19
CSCO 2009-06-08
KO 1987-03-12
DOW 2019-04-02
GS 2013-09-20
HD 1999-11-01
HON 2020-08-31
IBM 2020-08-31
INTC 1979-06-29
JNJ 1997-03-17
JPM 1991-05-06
MCD 1985-10-30
MRK 1979-06-29
MSFT 1999-11-01
NKE 2013-09-20
PG 1932-05-26
CRM 2020-08-31
TRV 2009-06-08
UNH 2012-09-24
VZ 2004-04-08
V 2013-09-20

WBA 2018-06-26
WMT 1997-03-17
DIS 1991-05-06

Πίνακας 4.1: Λίστα µετοχών Dow-30, όπως προέκυψε στο τέλος του 2020
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4.2 Προεπεξεργασία δεδοµένων

• ∆1 - Σχετικός δείκτης δύναµης (Relative Strength Index-RSI)
Αποτελεί δείκτη τύπου ταλαντωτή που δείχνει την ιστορική δύναµη και αδυναµία των
µετοχών. Καθώς αλλάζουν οι τιµές της µετοχής ο δείκτης αυτός ταλαντώνεται µε-
ταξύ του 0 και του 100, γεγονός που υποδεικνύει αν οι τιµές ϐρίσκονται στη Ϲώνη
υπερ-πώλησης ή στη Ϲώνη υπερ-αγοράς. Η εξίσωση υπολογισµού του σχετικού δείκτη
δύναµης είναι :

∆1 = 100 − 100
1+µϸσo_κϸρδoς/µϸση_απωλϸια

• ∆2 - ∆είκτης Williams %R
Ο δείκτης Ωιλλιαµς επίσης υποδεικνύει τις Ϲώνες υπερ-πώλησης και υπερ-αγοράς. Οι
τιµές του ταλαντώνεται από το -100 έως το 0. Η εξίσωση υπολογισµού του δείκτη είναι :

∆2 = −100 max(high)−close
max(high)−min(low)

• ∆3 - Απλός κινητός µέσος όρος (ΑΚΜΟ)
Ο ΑΚΜΟ δείχνει τον κινητό µέσο των τιµών της µετοχής για µια συγκεκριµένη περίοδο.
Η πιο γενική ερµηνεία αυτού του δείκτη είναι ότι πετυχαίνει να προσδιορίσει την
κατεύθυνση της τάσης της αγοράς. Η εξίσωση υπολογισµού του ΑΚΜΟ είναι :

∆3(M, n) =
∑a+n
k=a+1

M(k)
n

• ∆4 - Εκθετικός κινητός µέσος όρος (ΕΚΜΟ)
Ο ΕΚΜΟ είναι και αυτός δείκτης κινητού µέσου, ωστόσο δίνει έµφαση περισσότερο
στις πιο πρόσφατες τιµές, οι οποίες έχουν µεγαλύτερο ϐάρος όταν υπολογίζεται ο µέσος
όρος. Η εξίσωση υπολογισµού του ΕΚΜΟ είναι :

∆4(M, t, τ) = (M(t) − ∆4(M, t − 1, τ)) · 2
τ+1 + ∆4(M, t − 1, τ)

• ∆5 - Σταθµισµένος κινητός µέσος όρος (ΣΚΜΟ)
Ο ΣΚΜΟ είναι και αυτός δείκτης κινητού µέσου, παρόµοιος µε το ΕΚΜΟ. Η διαφορά
είναι ότι ο ΣΚΜΟ αυξάνεται γραµµικά καθώς κινείται προς τις πιο πρόσφατες τιµές,
ενώ ο ΕΚΜΟ αυξάνεται εκθετικά. Η εξίσωση υπολογισµού του ΣΚΜΟ είναι :

∆5(M, n) =
∑n
t=1 (wt ·M(t))∑n

t=1 wt

• ∆6 - Κινητός µέσος όρος του Hull
Ο δείκτης αυτός προσπαθεί να καλύψει το κενό του απλού κινητού µέσου όρου, όπως
και οι δείκτες ΣΚΜΟ και ΕΚΜΟ. Ωστόσο, ο δείκτης αυτός έχει αποδειχθεί ότι ϐγάζει
καλύτερα αποτελέσµατα από τους άλλους δύο δείκτες. Η εξίσωση υπολογισµού του
δείκτη του Χαλ είναι :

∆6(M, n) = ∆5(2 · ∆5(M, n2 ) − ∆5(M, n)),
√

(n)
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• ∆7 - Τριπλός εκθετικός κινητός µέσος όρος (ΤΕΚΜΟ)
Ο δείκτης αυτός είναι παρόµοιος µε τον ΕΚΜΟ και ο στόχος του είναι να ϕιλτράρει τις
µικρές διαφοροποιήσεις στις τιµές της µετοχής και να µειώσει τη µεταβλητότητά της.
Η εξίσωση υπολογισµού του ΤΕΚΜΟ είναι :

∆7 = (3 · ∆4 − 3 · ∆4(∆4)) + ∆4(∆4(∆4))

• ∆8 - Commodity Channe Index
Ο δείκτης αυτός συγκρίνει τις τρέχουσες τιµές µε τη µέση τιµή κατά τη διάρκεια µιας
χρονικής περιόδου. Κυρίως ταλαντώνεται µεταξύ του -100 και του 100.

∆8 =
τρϸχoυσα τιµη−20 AKMO

0.015·µϸση δισπoρα

• ∆9 - Chade momentum oscilator indicator
Ο δείκτης διακυµαίνεται από -100 έως 100. Αν η τιµή του είναι πάνω από 50 τότε
ϑεωρείται ότι η µετοχή είναι στην Ϲώνη υπερ-πώλησης. Αντίστοιχα, αν είναι κάτω από -
50 τότε ϑεωρείται ότι ϐρίσκεται στη Ϲώνη υπερ-αγοράς. Ο δείκτης υπολογίζεται ως εξής
(Su : άθροισµα ηµερών ανοδικής πορείας, Sd: άθροισµα ηµερών καθοδικής πορείας):

∆9 = 100 · Su−SdSu+Sd

• ∆10 - Κινούµενος µέσος όρος σύγκλισης και απόκλισης (ΚΜΟΣΑ)
Ο δείκτης ΚΜΟΣΑ υποδεικνύει την τάση της τιµής της µετοχής. Αν το σήµα αυτό
περάσει το σήµα της τιµής κατά την ανοδική πορεία τότε ϑεωρείται πως η η τιµή της
µετοχής ϑα ανέβει. Αντιθέτως, αν ο ΚΜΟΣΑ διαπεράσει το σήµα κατά την καθοδική
πορεία τότε σηµαίνει ότι πιθανότατα η τιµή της µετοχής ϑα κατέβει.

Γραµµή του ΚΜΟΣΑ : 12 µέρες ΕΚΜΟ - 26 µέρες ΕΚΜΟ
Γραµµή σήµατος : 9 µέρες ΕΚΜΟ της γραµµής ΚΜΟΣΑ

• ∆11 - Ταλαντωτής ποσοστιαίας τιµής (ΤΠΤ)
Ο δείκτης ΤΠΤ είναι παρόµοιος µε τον ΚΜΟΣΑ.

∆11 =
12 µϸρϸς EKMO−26 µϸρϸς EKMO

26 µϸρϸς EKMO · 100
Γραµµή σήµατος : 9 µέρες ΕΚΜΟ του ∆11

• ∆12 - Ρυθµός µεταβολής (ΡΜ)
Ο δείκτης ΡΜ δείχνει την ταχύτητα µε την οποία αλλάζει η τιµή σε µια χρονική περίο-
δο. Η εξίσωση υπολογισµού του δείκτη είναι :

∆12 =
latest close−previous close

previous close · 100
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4.2 Προεπεξεργασία δεδοµένων

• ∆13 - ∆είκτης ϱοής χρήµατος του Chaikin (∆ΡΧ)
Ο δείκτης ∆ΡΧ χρησιµοποιείται για να µετρήσει τον όγκο ϱοής χρήµατος σε µία χρο-
νική περίοδο. Οι τιµές του δείκτη κυµαίνονται από -1 ως 1. Αν η τιµή είναι κοντά στο
1 τότε η ανάγκη αγοράς αυξάνεται. Αντίθετα αν η τιµή είναι κοντά στο -1, η ανάγκη
πώλησης αυξάνεται. Οι εξισώσεις υπολογισµού του δείκτη είναι :

Multiplier =
(Close−Low)−(High−Close)

High−Low

Money Flow Volume (MFV ) = Volume ·Multiplier

21periodCMF =
21periodsumofMFV

21periodsumofvolume · 100

• ∆14 - ∆είκτης κατευθυντήριας κίνησης (∆ΚΚ)
Ο δείκτης ∆ΚΚ δείχνει τη δύναµη και την κατεύθυνση της τάσης. Αποτελείται από τρία
διαφορετικά σήµατα, το σήµα µέσης κατέυθυνσης (ΣΜΚ) και τον ϑετικό και αρνητικό
κατευθυντήριο δείκτη. Ο τρόπος υπολογισµού του ∆ΚΚ είναι :

Αλγοριθµος 4.1: Υπολογισµός ∆ΚΚ

Input: X (OHCL stock data)
Output: DMI (DMI indicator)

up_move = X[’high’][t] - X[’high’][t-1]
down_move = X[’low’][t] - X[’low’][t-1]
if up_move > down_move and up_move > 0 then

+DMI = up_move
else

+DMI = 0
end if
if down_move > up_move and down_move > 0 then

-DMI = down_move
else

-DMI = 0
end if
DMI=(+DMI,-DMI)

+DI = 100 · EMA +DMI
Average True Range

−DI = 100 · EMA −DMI
Average True Range

ADX = 100 · EMA| (+DI)−(−DI)
(+DI)+(−DI) |

• ∆15 - Παραβολική SAR
Ο δείκτης αυτός χρησιµοποιείται για να εντοπιστούν τα πιθανά σηµεία διακοπής και
εναλλαγής. Το τρέχων SAR υπολογίζεται ϐάσει τριών στοιχείων :

– προηγούµενο SAR, που είναι µια τιµή SAR που αντιπροσωπεύει την προηγούµε-
νη χρονική περίοδο,

– παράγοντας επιτάχυνσης, που εξηγεί το πόσο ευαίσθητη είναι η τιµή του SAR,
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– extreme point, που είναι είτε η µεγαλύτερη τιµή του τρέχουσας ανοδικής τάσης
είτε η µικρότερη τιµή της τρέχουσας καθοδικής τάσης.

Ανοδική παραβολική SAR: previous SAR + previous AF (previous EP + Previous SAR)
Καθοδική παραβολική SAR:

previous SAR − previous AF (−previous EP + Previous SAR)

Για όλους τους παραπάνω δείκτες -εκτός από τρεις (∆10, ∆11,∆15) που δεν έχουν αντίστοιχη
παράµετρο-, ϑεωρήθηκαν δεκαπέντε διαφορετικές τιµές (6,20) για το µέγεθος παρατηρήσεων
που χρησιµοποιήθηκαν για τον υπολογισµό τους. Κατ΄ αυτόν τον τρόπο προκύπτουν πίνακες
(εικόνες) διάστασης (15x15).

Η δεύτερη µέθοδος αφορά τη µετατροπή της χρονοσειράς σε εικόνα µε τη µέθοδο GAF.
Σύµφωνα µε αυτή τη µέθοδο, τα σηµεία της χρονοσειράς µετατρέπονται από καρτεσιανές
συντεταγµένες σε πολικές. Κατ΄ αυτόν τον τρόπο διατηρείται η χρονική εξάρτηση µεταξύ των
σηµείων. ΄Υστερα κάθε σηµείο συγκρίνεται µε κάθε άλλο σηµείο για να ϐρεθούν οι χρονικές
συσχετίσεις. Το τελευταίο επιτυγχάνεται µέσω της χρήσης συνηµιτόνου, η οποία οδηγεί στο
σχηµατισµό του πίνακα Gramian (ϐλ. σχήµα 4.1). Για το σχηµατισµό των εικόνων GAF
χρησιµοποιείται ένα παράθυρο παρατηρήσεων είκοσι ηµερών. Κατά συνέπεια, οι διαστάσεις
των εικόνων είναι (20x20).

4.3 Προσθήκη ετικετών

Στο πρόβληµα που καλείται να αντιµετωπίσει η παρούσα διπλωµατική εργασία είναι
απαραίτητο τα δείγµατα που περιλαµβάνονται στο σύνολο δεδοµένων να είναι χωρισµένα σε
τρεις κλάσεις (οµάδες). Η πρώτη ϑα περιλαµβάνει τις χρονικές στιγµές που είναι καλό για το
σύστηµα να µην προβεί σε καµία ενέργεια, η δεύτερη ϑα περιλαµβάνει τις χρονικές στιγµές
που προσφέρονται για πώληση ενός στοιχείου και αντίστοιχα η τρίτη οµάδα ϑα περιλαµβάνει
τις στιγµές που είναι κατάλληλες για αγορά στοιχείου.

Υπάρχουν πολλοί αλγόριθµοι που µπορούν να χρησιµοποιηθούν ώστε να αποκτήσουµε
ένα σύνολο δεδοµένων µε ετικέτες. Για τις ανάγκες της εργασίας υλοποιήθηκε ένας απλός
αλγόριθµος ο οποίος ϐασίζεται στον κανόνα του κυλιόµενου παραθύρου. Σύµφωνα µε αυτό,
διατρέχουµε κάθε χρονοσειρά από τα αριστερά προς τα δεξιά κοιτάζοντας κάθε ϕορά µόνο
έντεκα συνεχόµενες χρονικές στιγµές. Αν η τελική τιµή της ενδιάµεσης χρονικής στιγµής
είναι η ελάχιστη από το σύνολο των σηµείων του παραθύρου τότε, το σηµείο αυτό λαµβάνει
την ετικέτα της αγοράς, αν είναι ίση µε το µέγιστο των σηµείων τότε λαµβάνει την ετικέτα της
πώλησης. ∆ιαφορετικά το σηµείο ϑα ανήκει στην ουδέτερη οµάδα.

Ο αλγόριθµος ετικετοποίησης παρουσιάζεται σε µορφή ψευδοκώδικα στο 4.2
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(γʹ) Τµήµα χρονοσειράς σε Γραµιανό γωνιακό χώρο.

Σχήµα 4.1: Μετατροπή χρονοσειράς στο Γραµιανό γωνιακό χώρο
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Αλγοριθµος 4.2: Ετικετοποίηση χρονικών στιγµών

Input: X (stock timeseries)
Output: L (X’s labels)

W=11 (W→ window size)
k=W//2 (k→ counter for vector X )
while k,length(X) do

if X[k] = minXi , k-W//2 <= i <= k+W//2 then
L[k]=BUY

else if X[k] = maxXi , k-W//2 <= i <= k+W//2 then
L[k]=SELL

else
L[k]=HOLD

end if
k = k + 1

end while

4.4 Μέθοδος εκπαίδευσης

∆εδοµένου του ότι έχουν αντληθεί δεδοµένα δεκαοκτώ χρόνων (ϐλ ενότητα 4.1) για την
εκπαίδευση του µοντέλου και κατ΄ επέκταση την αξιολόγησή του ϑα εφαρµοστεί η µέθοδος
που περιγράφεται στο άρθρο [1]. Πρόκειται για µια τεχνική που χωρίζει τα δεδοµένα παίρνο-
ντας ένα κινητό παράθυρο πέντε ετών για την εκπαίδευση και ενός έτους για την αξιολόγηση.
Κατ΄ αυτόν τον τρόπο είµαστε σε ϑέση να γνωρίζουµε πώς συµπεριφέρεται το µοντέλο κα-
ϑ΄ όλη τη διάρκεια των 18 χρόνων (14 χρόνων αξιολόγησης). Πιο συγκεκριµένα, για κάθε
πέντε χρόνια εκπαίδευσης προκύπτει ένα µοντέλο το οποίο χρησιµοποιείται για την αξιο-
λόγηση του επόµενου έτους και επιπλέον χρησιµοποιείται για την αρχικοποίηση των ϐαρών
του µοντέλου που ϑα λάβει τα δεδοµένα της επόµενης πενταετίας (τέσσερα τελευταία έτη της
προηγούµενης πενταετίας συν ένα επόµενο έτος).

Η εκπαίδευση ϕαίνεται σχηµατικά στο ακόλουθο διάγραµµα:
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Σχήµα 4.2: Κινητό παράθυρο για την εκπαίδευση του µοντέλου.
Ανακατασκευασµένο διάγραµµα από [1]
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4.5 Ανάλυση - περιγραφή αρχιτεκτονικής

Στην ενότητα αυτή παρουσιάζονται οι διάφορες µορφές αρχιτεκτονικής που δοκιµάστη-
καν για την επίλυση του προβλήµατος.

4.5.1 Μέθοδοι ϐαθιάς µηχανικής µάθησης

Στα πλαίσια της εργασίας δοκιµάστηκαν ποικίλα µοντέλα ϐαθιάς µηχανικής µάθησης.
Τα µοντέλα αυτά ήταν συνελικτικά, αναδροµικά ή και συνδυασµός αυτών των δύο.

BM1 - Αναδροµικό δίκτυο µε χρήση επιπέδου LSTM.

Η αρχιτεκτονική του δικτύου περιλαµβάνει :

• ΄Ενα επίπεδο LSTM µε 100 κόµβους,

• ένα επίπεδο LSTM µε 32 κόµβους,

• ένα επίπεδο εξόδου µε τρεις νευρώνες (ένα για κάθε πιθανή απόφαση)

Στο σχήµα 4.3 απεικονίζεται σχηµατικά η αρχιτεκτονική του µοντέλου.

X1 y1

X2 y2

X20 y20

...

...

. .
. . . .

Σχήµα 4.3: ∆ίκτυο µε δύο αναδροµικά επίπεδα µακράς και ϐραχείας µνήµης.
Xi : χρονικές στιγµές εισόδου
yi : αντίστοιχες τιµές εξόδου
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συνελικτικό επίπεδο
επίπεδο υποδειγµατοληψίας
επίπεδο µετατροπής διαστάσεων (flatten)
πλήρως συνδεδεµένο επίπεδο

Σχήµα 4.4: Απλό δίκτυο µε δύο συνελικτικά επίπεδα.

BM2 - Απλό συνελικτικό δίκτυο δύο επιπέδων

Η αρχιτεκτονική του µοντέλου που περιγράφεται στο άρθρο [1] περιλαµβάνει :

• ΄Ενα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 32,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 64,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

• ένα πλήρως συνδεδεµένο επίπεδο µε 128 κόµβους,

• ένα επίπεδο εξόδου µε τρεις νευρώνες (ένα για κάθε πιθανή απόφαση)

Μετά την εφαρµογή του επιπέδου υποδειγµατοληψίας, χρησιµοποιείται η τεχνική απε-
νεργοποίησης νευρώνων σε ποσοστό 25%. Η ίδια τεχνική -αλλά σε ποσοστό 50%- χρη-
σιµοποιείται και µετά την εφαρµογή του πλήρως συνδεδεµένου επιπέδου. Ο στόχος της
τυχαίας απενεργοποίησης νευρώνων είναι να αντιµετωπίσει το ϕαινόµενο που παρουσιάζουν
τα µοντέλα ϐαθιάς µάθησης όταν το αποτέλεσµά τους εξαρτάται άµεσα από το σύνολο παρα-
τηρήσεων της εκπαίδευσης. Το πρόβληµα αυτό ονοµάζεται υπερεκπαίδευση.

Η αρχιτεκτονική λαµβάνει εικόνες που προκύπτουν ύστερα από την τεχνική ανάλυση
όπως περιγράφεται στο άρθρο [1] και όπως αναφέρθηκε στην ενότητα 4.1. Εποµένως, στο
προαναφερθέν δίκτυο τροφοδοτούνται εικόνες 15x15, οι οποίες αποτελούνται από τιµές δει-
κτών τεχνικής ανάλυσης που έχουν υπολογιστεί για δεκαπέντε παράθυρα χρονικών στιγµών.

Η σχηµατική αναπαράσταση του δικτύου ϕαίνεται στην εικόνα 4.4

Η ίδια αρχιτεκτονική χρησιµοποιήθηκε και για εικόνες εισόδου GAF όπως αυτές πα-
ϱουσιάστηκαν επίσης στην ενότητα 4.1. Η µορφή δεδοµένων που ϐασίστηκε στους δείκτες
της τεχνικής ανάλυσης εφαρµόστηκε µόνο στο πείραµα αυτής της αρχιτεκτονικής καθώς τα
αποτελέσµατα ήταν εµφανώς καλύτερα για τις εικόνες GAF.
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BM3 - Συνδυασµός συνέλιξης ως προς το ϐάθος και απλής συνέλιξης.

Η αρχιτεκτονική του µοντέλου αυτού αποτελείται από:

• ΄Ενα συνελικτικό επίπεδο ως προς το ϐάθος µε µέγεθος πυρήνα 3x3 και πολλαπλασια-
στή 8,

• ένα συνελικτικό επίπεδο ως προς το ϐάθος µε µέγεθος πυρήνα 3x3 και πολλαπλασια-
στή 2,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 64,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

• ένα πλήρως συνδεδεµένο επίπεδο µε 128 κόµβους,

• ένα επίπεδο εξόδου µε τρεις νευρώνες (ένα για κάθε πιθανή απόφαση)

BM4 - Συνδυασµός συνελικτικού και αναδροµικού δικτύου µε πρόσθεση.

Η αρχιτεκτονική του δικτύου περιλαµβάνει δύο τµήµατα:
Το πρώτο αποτελείται από:

• ΄Ενα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 32,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 64,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

• ένα πλήρως συνδεδεµένο επίπεδο µε 256 κόµβους,

• ένα πλήρως συνδεδεµένο επίπεδο µε 32 κόµβους,

Το δεύτερο αποτελείται από:

• ένα επίπεδο LSTM µε 100 κόµβους

• ένα επίπεδο LSTM µε 32 κόµβους

Στη συνέχεια τα δύο αυτά τµήµατα ενώνονται µεταξύ τους µε πρόσθεση των αντίστοιχων
αναπαραστάσεων εξόδου και στη συνέχεια ακολουθεί το επίπεδο εξόδου του ενιαίου πλέον
δικτύου. Στο συνελικτικό κοµµάτι του δικτύου έχουν προστεθεί δύο πλήρως συνδεδεµένα ε-
πίπεδα και στην συνέχεια το αποτέλεσµα του δεύτερου επιπέδου προστίθεται στο αποτέλεσµα
του αναδροµικού δικτύου για να οδηγηθεί εν τέλει στο επίπεδο εξόδου. Με αυτόν τον τρόπο
επιτυγχάνεται η µείωση του µεγέθους εξόδου του συνελικτικού τµήµατος ώστε να προκύψει
ίδιο µέγεθος διανύσµατος µε το αντίστοιχο του αναδροµικού και να είναι δυνατή η κατά
στοιχείο πρόσθεσή τους. Για το σχήµα του δικτύου ϐλ. εικόνα 4.5, όπου ο συντελεστής «+»
σηµαίνει πρόσθεση διανυσµάτων στοιχείο προς στοιχείο.
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Κεφάλαιο 4. Ανάλυση και σχεδίαση

X1 y1

X2 y2

X20 y20

...

...

. .
. . . .

+

συνελικτικό επίπεδο
επίπεδο υποδειγµατοληψίας
επίπεδο µετατροπής διαστάσεων (flatten)
πλήρως συνδεδεµένο επίπεδο
επίπεδο µακράς και ϐραχείας µνήµης

Σχήµα 4.5: Υβριδικό δίκτυο µε συνελικτικό (µε είσοδο εικόνες) και αναδροµικό τµήµα (µε
είσοδο χρονοσειρές).
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4.5 Ανάλυση - περιγραφή αρχιτεκτονικής

BM5 - Συνδυασµός συνελικτικού και αναδροµικού δικτύου µε πρόσθεση.

Η αρχιτεκτονική του δικτύου περιλαµβάνει δύο τµήµατα:
Το πρώτο αποτελείται από:

• ΄Ενα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 32,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 64,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 16,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 8,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

Το δεύτερο αποτελείται από:

• ένα επίπεδο LSTM µε 200 κόµβους

Στη συνέχεια τα δύο αυτά τµήµατα ενώνονται µεταξύ τους µε πρόσθεση των αντίστοιχων
αναπαραστάσεων εξόδου και στη συνέχεια ακολουθεί το επίπεδο εξόδου του ενιαίου πλέον
δικτύου. Στην περίπτωση αυτού του δικτύου, το συνελικτικό τµήµα παρουσιάζει στην αρχή
ανοδική και στην συνέχεια καθοδική πορείς ως προς τον αριθµό των ϕίλτρων που χρησιµο-
ποιεί το κάθε επίπεδο. ΄Οπως και στο προηγούµενο δίκτυο έτσι και σάυτό δοκιµάστηκε µία
µέθοδος µείωσης των διαστάσεων. Αυτή τη ϕορά, αντί για πλήρες συνδεδεµένο δίκτυο, έγινε
συνελικτικών επιπέδων µε µειωµένο αριθµό ϕίλτρων (16 και 8 αντίστοιχα). Για το σχήµα του
δικτύου ϐλ. εικόνα 4.6, όπου ο συντελεστής «+» σηµαίνει πρόσθεση διανυσµάτων στοιχείο
προς στοιχείο.

BM6 - Συνδυασµός συνελικτικού και αναδροµικού δικτύου µε συνένωση.

Η αρχιτεκτονική του δικτύου περιλαµβάνει δύο τµήµατα:
Το πρώτο αποτελείται από:

• ΄Ενα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 32,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 64,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 16,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 8,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

Το δεύτερο αποτελείται από:

• δύο επίπεδα LSTM µε 100 κόµβους διπλής κατεύθυνσης (bidirectional),

Στη συνέχεια τα δύο αυτά τµήµατα ενώνονται µεταξύ τους µε συνένωση των αντίστοιχων
αναπαραστάσεων εξόδου και στη συνέχεια ακολουθεί το επίπεδο εξόδου του ενιαίου πλέον
δικτύου. Για το σχήµα του δικτύου ϐλ. σχήµα 4.7, όπου ο συντελεστής «+» σηµαίνει συνένωση
δύο διανυσµάτων, δηλαδή τοποθέτηση της αρχής του ενός στο τέλος του άλλου.
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X1 y1

X2 y2

X20 y20

...

. .
. . . .

+

συνελικτικό επίπεδο
επίπεδο υποδειγµατοληψίας
επίπεδο µετατροπής διαστάσεων (flatten)
επίπεδο µακράς και ϐραχείας µνήµης

Σχήµα 4.6: Υβριδικό δίκτυο µε συνελικτικό (µε είσοδο εικόνες) και αναδροµικό τµήµα (µε
είσοδο χρονοσειρές).
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4.5 Ανάλυση - περιγραφή αρχιτεκτονικής

BM7 - Συνδυασµός συνελικτικού και αναδροµικού δικτύου διπλής κατεύθυνσης µε

πρόσθεση.

Η αρχιτεκτονική του δικτύου περιλαµβάνει δύο τµήµατα:
Το πρώτο αποτελείται από:

• ΄Ενα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 32,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 64,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 16,

• ένα συνελικτικό επίπεδο µε µέγεθος πυρήνα 3x3 και αριθµό ϕίλτρων 8,

• ένα επίπεδο υποδειγµατοληψίας που κρατάει το µέγιστο από κάθε υποπίνακα 2x2,

Το δεύτερο αποτελείται από:

• δύο επίπεδα LSTM µε 100 κόµβους διπλής κατεύθυνσης (bidirectional),

Στη συνέχεια τα δύο αυτά τµήµατα ενώνονται µεταξύ τους µε πρόσθεση των αντίστοιχων α-
ναπαραστάσεων εξόδου και στη συνέχεια ακολουθεί το επίπεδο εξόδου του ενιαίου πλέον
δικτύου. Για το σχήµα του δικτύου ϐλ. σχήµα 4.7, όπου ο συντελεστής «+» σηµαίνει πρόσθε-
ση διανυσµάτων στοιχείο προς στοιχείο.

4.5.2 Μέθοδοι ϐαθιάς ενισχυτικής µάθησης.

Για τα πειράµατα ϐαθιάς ενισχυτικής µάθησης χρησιµοποιήθηκε ένας πράκτορας double
deep q learning (ddqn). ΄Οπως αναφέρθηκε στο ϑεωρητικό µέρος της εργασίας, ο πράκτο-
ϱας αυτός περιλαµβάνει ένα ϐαθύ νευρωνικό δίκτυο. Στην παρούσα εργασία µελετήθηκαν
συνελικτικά δίκτυα και πιο συγκεκριµένα τα πρώτα δύο δίκτυα της ενότητας 4.5.1. Για το
υπόλοιπο της εργασίας ϑα γίνεται αναφορά σε αυτά τα µοντέλα µε τις κωδικές ονοµασίες
EM1 και EM2 αντίστοιχα.

Η ιδέα για τη διεξαγωγή αυτών των πειραµάτων προέκυψε από το άρθρο [23]. Ως συνήθως
η ενισχυτική µάθηση δεν αφορά προβλήµατα επιβλεπόµενης µάθησης και επίσης δεν αφο-
ϱά προβλήµατα µε µη ακολουθιακή συµπεριφορά δεδοµένων. Ωστόσο, οι συγγραφείς του
άρθρου πρότειναν τη χρήση ενός πράκτορα Deep Q-learning για την αντιµετώπιση του προ-
ϐλήµατος της ισορροπίας των δεδοµένων, που άλλωστε είναι και η µεγαλύτερη πρόκληση
στην περίπτωσή της παρούσας εργασίας. Τα πειράµατα του άρθρου περιλαµβάνουν ταξι-
νόµηση συνόλων δεδοµένων που µεταξύ άλλων είναι και εικόνες. Παραδείγµατα τέτοιων
συνόλων είναι το CIFAR [24] και το MNIST [25]. Και τα δύο αυτά σύνολο χρησιµοποιούνται
για ταξινόµηση και επιπλέον αποτελούνται από εικόνες που είναι ανεξάρτητες µεταξύ τους
και κατ΄ επέκταση δεν µπορούν να τοποθετηθούν σε κάποια σειρά.
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X1

X2

X20

...

...

...

...

+

συνελικτικό επίπεδο
επίπεδο υποδειγµατοληψίας
επίπεδο µετατροπής διαστάσεων
συνένωση εξόδων
επίπεδο µακράς και ϐραχείας µνήµης

Σχήµα 4.7: Υβριδικό δίκτυο µε αµφίδροµα αναδροµικά επίπεδα.
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Κεφάλαιο 5

Ανάλυση - αποτελέσµατα πειραµάτων

5.1 Τεχνική αξιολόγηση

Τα πειράµατα διενεργήθηκαν σε σύστηµα µε επεξεργαστή Intel(R) Core(TM) i7-5820K
CPU @ 3.30GHz µε έξι πυρήνες από δύο νήµατα ο καθένας. Χρησιµοποιήθηκε η γλώσσα
Python και πιο συγκεκριµένα, για την προεπεξεργασία και µετασχηµατισµό των δεδοµένων
χρησιµοποιήθηκαν οι ϐιβλιοθήκες pandas και numpy. Για το σχεδιασµό των µοντέλων που
περιγράφηκαν σε προηγούµενη ενότητα έγινε χρήση των ϐιβλιοθηκών keras και tensorflow,
ενώ για την ενισχυτική µάθηση χρησιµοποιήθηκε η ϐιβλιοθήκη tf-agents.

Για τα πειράµατα ϐαθιάς µάθησης (µοντέλα BM1−BM7) χρησιµοποιήθηκαν οι ακόλουθες
παράµετροι :

• ϱυθµός µάθησης (learning rate): 0.001

• τµήµα συνόλου δεδοµένων εκπαίδευσης (batch size): 32

• ϐελτιστοποιητής (optimizer): Adam

• συνάρτηση απωλειών (loss function): sparse categorical crossentropy

• αριθµός εποχών: 100

Ο σκοπός των πειραµάτων ήταν η σύγκριση των δύο διαφορετικών τρόπων αναπαράστα-
σης των δεδοµένων σε εικόνες και στη συνέχεια η µελέτη διαφορετικών µοντέλων, συνελικτι-
κών, αναδροµικών, αλλά και συνδυασµών αυτών. Για τα µοντέλα αυτά χρησιµοποιήθηκε η
αρχική µορφή των δεδοµένων, δηλαδή οι χρονοσειρές των τιµών συναλλαγής των µετοχών,
αλλά και η µορφή τους σε εικόνα GAF, που εµφάνισε καλύτερα αποτελέσµατα από την άλλη
µορφή των εικόνων, που ϐασίστηκε στην τεχνική ανάλυση.

Το ακόλουθο πείραµα -τα αποτελέσµατα του οποίου ϕαίνονται στον πίνακα 5.1 - χρη-
σιµοποιεί το δίκτυο BM1 που είναι ένα απλό αναδροµικό δίκτυο δύο επιπέδων µε µονάδες
µακράς και ϐραχείας µνήµης.

57



Κεφάλαιο 5. Ανάλυση - αποτελέσµατα πειραµάτων

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 50227 17156 22358

Αγορά 930 5379 0

Πώληση 961 0 5332

(αʹ) Πίνακας σύγχυσης µε εικόνες τεχνικής
ανάλυσης

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 56352 14746 18643

Αγορά 934 5367 8

Πώληση 1197 11 5085

(ϐʹ) Πίνακας σύγχυσης µε εικόνες τεχνικής
ανάλυσης

Πίνακας 5.2: Πίνακας σύγχυσης µε χρήση του µοντέλου BM2

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 45147 20205 24389

Αγορά 1391 4679 239

Πώληση 1603 227 4463

Πίνακας 5.1: Πίνακας σύγχυσης µε χρήση του µοντέλου BM1

Τα αποτελέσµατα αυτού του πειράµατος δεν είναι ιδιαίτερα πετυχηµένα. Βλέπουµε ότι
οι πετυχηµένες προβλέψεις για την ενέργεια της αδράνειας («Τίποτα») είναι 45147, τη στιγµή
που οι αποτυχηµένες προβλέψεις αθροίζουν στο 44594 που σηµαίνει ότι έχουµε περίπου
50% ακρίβεια. Επιπλέον, υπάρχει σηµαντική σύγχυση µεταξύ των ετικετών «αγορά» και
«πώληση» µε 227 και 239 λάθος εκτιµήσεις αντίστοιχα.

Στο 5.2 παρουσιάζονται τα αποτελέσµατα από τα δύο πειράµατα µε το ίδιο µοντέλο BM2.

Από τους πίνακες σύγχυσης, παρατηρούµε ότι οι προβλέψεις της αγοράς και της πώλησης
είναι περίπου οι ίδιες. Ωστόσο, αξίζει να αναφερθεί ότι στην περίπτωση των εικόνων της
τεχνικής ανάλυσης δεν υπάρχει ούτε µία σύγχυση µεταξύ αγοράς και πώλησης (µηδενικές
τιµές στις αντίστοιχες ϑέσεις του πίνακα), σε αντίθεση µε τις εικόνες GAF (τιµές 11 και 8
στον πίνακα). Επιπλέον, οι εικόνες GAF ϕαίνεται να είναι περισσότερο αποτελεσµατικές ως
προς την πρόβλεψη των στιγµών αγοράς και πώλησης, καθώς για αισθητά µικρότερο αριθµό
προβλέψεων πετυχαίνει περίπου τον ίδιο αριθµό σωστών προβλέψεων. Υπάρχουν, δηλαδή,
περίπου 6000 δείγµατα στα οποία δεν τους έχει δοθεί λανθασµένα η ετικέτα «αγορά» ή η
ετικέτα «πώληση».

Η καλύτερη επίδοση των εικόνων GAF οφείλεται στο ότι αυτές διατηρούν οποιαδήποτε
χρονική εξάρτηση, µε αποτέλεσµα να αφήνουν το νευρωνικό δίκτυο να εξάγει χρήσιµα χα-
ϱακτηριστικά για την καλύτερη ταξινόµηση των δειγµάτων. Ενώ µε την τεχνική ανάλυση αν
και γίνεται µία πολύ καλή προσέγγιση της κατάστασης της αγοράς, οι εικόνες δίνουν µία
ήδη επεξεργασµένη αναπαράσταση, και κατά συνέπεια, µέρος της πληροφορίας χάνεται. Για
το λόγο αυτό για τα υπόλοιπα πειράµατα χρησιµοποιούµε τις εικόνες GAF (για περισσότερα
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5.1 Τεχνική αξιολόγηση

πειράµατα µε ΤΑ ϐλ. το σχήµα Αʹ.1 του παραρτήµατος Α).
Στη συνέχεια, παρουσιάζονται τα αποτελέσµατα του µοντέλου BM3 στο οποίο γίνεται

χρήση της διαχωρίσιµης ως προς το ϐάθος συνέλιξης.

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 56417 14939 18385

Αγορά 859 5445 5

Πώληση 1210 17 5066

Πίνακας 5.3: Πίνακας σύγχυσης µε χρήση του µοντέλου BM3

Συγκριτικά µε τα αποτελέσµατα του προηγούµενου µοντέλου, δεν παρατηρούνται ση-
µαντικές αλλαγές. Η ελάχιστα καλύτερη επίδοση του µοντέλου αυτού µπορεί να αποδοθεί
ακόµα και στη στοχαστική ϕύση των νευρωνικών δικτύων. Ωστόσο, από το πείραµα αυτό
προκύπτει το συµπέρασµα ότι µε λιγότερες παραµέτρους µπορεί να επιτευχθεί αποτέλεσµα
παρόµοιας ακρίβειας µε την κλασική συνέλιξη.

Στη συνέχεια αναγράφονται τα αποτελέσµατα για τα υβριδικά µοντέλα που συνδυάζουν
την ικανότητα της συνέλιξης να εξάγει χαρακτηριστικά από τις εικόνες και την ικανότητα
του αναδροµικού µοντέλου να εξάγει συσχετίσεις που ϐασίζονται στο χρόνο. Στον παρακάτω
πίνακα συγκρίνουµε τους πίνακες σύγχυσης του µοντέλου BM4 και BM5 για εικόνες εισόδου
GAF και χρονοσειρές που περιέχουν τις τιµές συναλλαγής των µετοχών καθηµερινά για το
τέλος της ηµέρας.

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 52557 16512 20672

Αγορά 1068 5236 5

Πώληση 1307 11 4975

(αʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
BM4

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 55063 14746 19293

Αγορά 853 5449 7

Πώληση 1129 22 5142

(ϐʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
BM5

Πίνακας 5.4: Πίνακας σύγχυσης µε διαφορετικούς τρόπους µείωσης των διαστάσεων πριν την
πρόσθεση των επιµέρους τµηµάτων του δικτύου

Από τα αποτελέσµατα των δύο µοντέλων, ϕαίνεται ότι τα συνελικτικά επίπεδα είναι πε-
ϱισσότερο αποτελεσµατικά από τα πλήρως συνδεδεµένα καθώς, καταφέρνουν να µειώσουν το
µέγεθος της αναπαράστασης κρατώντας περισσότερη πληροφορία. Ωστόσο, από τον πίνακα
του BM5 ϐλέπουµε ότι το αναδροµικό τµήµα δεν ϐελτίωσε την επίδοση του δικτύου. Αυτό,
πιθανότατα, οφείλεται στη ϕύση του προβλήµατος της ταξινόµησης, για το οποίο µάλλον τα
αναδροµικά δίκτυα τελικά δεν είναι ισχυρά, όπως άλλωστε είδαµε νωρίτερα και στο αµιγώς
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αναδροµικό δίκτυο BM1.

Τέλος, ακολουθούν τα αποτελέσµατα των µοντέλων BM6 και BM7.

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 55431 15108 19202

Αγορά 855 5446 8

Πώληση 1122 7 5164

(αʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
BM6 (συνένωση)

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 55300 15077 19364

Αγορά 937 5357 15

Πώληση 1136 14 5143

(ϐʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
BM7 (πρόσθεση)

Πίνακας 5.5: Πίνακας σύγχυσης αναδροµικό µε αναδροµικό δίκτυο διπλής κατεύθυνσης

Τα µοντέλα BM6 και BM7 περιλαµβάνουν συνελικτικό τµήµα και αµφίδροµο αναδροµικό
που συνδέονται µε συνένωση και πρόσθεση των επιµέρους αναπαραστάσεών τους αντίστοιχα.
Η τεχνική της συνένωσης ϕαίνεται να παρουσιάζει ελαφρώς καλύτερα αποτελέσµατα από
αυτή της πρόσθεσης.

Στη συνέχεια (πίνακας 5.6) ακολουθούν τα αποτελέσµατα των πειραµάτων ενισχυτικής
µάθησης, τα οποία έτρεξαν µε τις εξής παραµέτρους και κανόνες :

• Ρυθµός µάθησης learning rate: 0.00025

• Μέγεθος µνήµης επανάληψης (replay memory): 100000

• Μέγεθος τµήµατος δεδοµένων εκπαίδευσης (batch size) : 64

• Αριθµός ϐηµάτων/επαναλήψεων: 120000

• συντελεστής µείωσης γ (discount factor): 0.1

• συνάρτηση αµοιβής :

R(s, a, l) =



1 a = l, s ∈ Db

−1 a , l, s ∈ Db

λ1 a = l, s ∈ Ds

−λ1 a , l, s ∈ Ds

λ2 a = l, s ∈ Dh

−λ2 a , l, s ∈ Dh

όπου λ1 =
αριθµoς δϸιγµατων αγoρας
αριθµoς δϸιγµατων πωλησης , λ2 =

αριθµoς δϸιγµατων αγoρας
αριθµoς δϸιγµατων τιπoτα , l: η πραγµατική ετι-

κέτα, s: η κατάσταση του περιβάλλοντος, α : η ενέργεια που αποφασίστηκε από τον
πράκτορα, Db: το σύνολο των δεδοµένων µε ετικέτα «αγορά» (buy), Ds: το σύνολο των
δεδοµένων µε ετικέτα «πώληση» (sell) και Dh : το σύνολο των δεδοµένων µε ετικέτα
«τίποτα» (hold)
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• κανόνας τερµατισµού επεισοδίου: ΄Ενα επεισόδιο τερµατίζεται είτε όταν έχουν τροφο-
δοτηθεί όλα τα δεδοµένα εκπαίδευσης είτε όταν η πραγµατική ετικέτα του δείγµατος
είναι αγορά ή πώληση και η πρόβλεψη είναι λάθος.

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 45787 17630 26324

Αγορά 486 5759 64

Πώληση 490 31 5772

(αʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
EM1

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 49926 17351 22464

Αγορά 410 5861 38

Πώληση 554 32 5707

(ϐʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
EM2

Πίνακας 5.6: Πίνακας σύγχυσης µε τα µοντέλα ενισχυτικής µάθησης

Ακολουθεί πίνακας 5.7 που περιλαµβάνει τις µετρικές f1-score, precision, recall για όλα τα
πειράµατα.
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Κεφάλαιο 5. Ανάλυση - αποτελέσµατα πειραµάτων

f1-score precision recall
Μοντέλο Ενέργεια
BM1 Τίποτα 0.654864 0.937808 0.503081

Αγορά 0.297836 0.186333 0.741639

Πώληση 0.252261 0.153415 0.709201
BM2 Τίποτα 0.760363 0.963562 0.627940

Αγορά 0.406083 0.266696 0.850689

Πώληση 0.338673 0.214232 0.808041
BM2(TA) Τίποτα 0.708125 0.963717 0.559688

Αγορά 0.372971 0.238695 0.852592

Πώληση 0.313803 0.192560 0.847290
BM3 Τίποτα 0.761224 0.964624 0.628665

Αγορά 0.407712 0.266899 0.863053

Πώληση 0.340583 0.215979 0.805021
BM4 Τίποτα 0.726563 0.956765 0.585652

Αγορά 0.373094 0.240636 0.829926

Πώληση 0.311473 0.193942 0.790561
BM5 Τίποτα 0.753529 0.965256 0.617977

Αγορά 0.410842 0.269526 0.863687

Πώληση 0.334602 0.210376 0.817098
BM6 Τίποτα 0.753400 0.965562 0.617678

Αγορά 0.405358 0.264870 0.863211

Πώληση 0.336779 0.211865 0.820594
BM7 Τίποτα 0.751798 0.963868 0.616218

Αγορά 0.400419 0.261981 0.849104

Πώληση 0.333798 0.209730 0.817257
EM1 Τίποτα 0.670852 0.979128 0.510212

Αγορά 0.387433 0.245901 0.912823

Πώληση 0.300211 0.179478 0.917210
EM2 Τίποτα 0.710028 0.981056 0.556334

Αγορά 0.396643 0.252151 0.928990

Πώληση 0.330821 0.202311 0.906881

Πίνακας 5.7: Μετρικές επίδοσης των µοντέλων
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5.2 Οικονοµική αξιολόγηση

5.2 Οικονοµική αξιολόγηση

Το σύστηµα έπειτα από την ταξινόµηση των δειγµάτων εκτελεί τον αλγόριθµο σύµφωνα
µε τον οποίο εκτελούνται οι συναλλαγές. Ο αλγόριθµος που έχει υλοποιηθεί είναι αυτός που
έχει προταθεί στο [1]. Για το σύνολο δεδοµένων που χρησιµοποιείται στην αξιολόγηση του
µοντέλου λαµβάνουµε τις αρχικές τιµές (δηλ. πριν την προεπεξεργασία των δεδοµένων) µε
τη σωστή χρονολογική σειρά. ΄Επειτα, για κάθε σήµα αγοράς ή πώλησης που έχει προκύψει
από την ταξινόµηση του µοντέλου ϐαθιάς (ενισχυτικής) µάθησης, εκτελείται κάθε συναλ-
λαγή εναλλάξ, µε την πρώτη αλλαγή που ϑα παρατηρηθεί στις ετικέτες των ακολουθιακών
δεδοµένων. Επιπλέον, όταν αγοράζεται µία µετοχή, επενδύεται το συνολικό κεφάλαιο που
έχει προκύψει µέχρι εκείνη τη στιγµή. Αντίστοιχα, όταν πωλείται κάποιο στοιχείο, πωλείται
ολόκληρη η ποσότητα που έχει αγοραστεί προηγουµένως. Το αρχικό κεφάλαιο είναι 10.000
µονάδες χρήµατος.

Ο ψευδοκώδικας του αλγορίθµου συναλλαγών είναι ο εξής :

Αλγοριθµος 5.1: Υπολογισµός Αλγορίθµου Συναλλαγών

Input: X (test time series)
totalMoney=10000
counter=1
while counter<=length(X) do

if X[counter].label==BUY then
numberOfStocks = fractotalMoneyX [counter].price

else if X[counter].label==SELL then
totalMoney = numberOfStocks * X[counter].price

else no action
end if
counter += 1

Για την οικονοµική αξιολόγηση των πειραµάτων χρησιµοποιείται η µετρική των ετήσιων
επιστροφών (annualized returns). Αυτή ορίζεται ως εξής :

annualizedReturns = (( totalMoney
initialCapital )

1
numberOfYears − 1) · 100

όπου numberOfYears: ο συνολικός αριθµός των ετών για τα οποία αξιολογήθηκε το µο-
ντέλο, initalCapital: το αρχικό κεφάλαιο (στη περίπτωσή µας 10000 µονάδες χρήµατος),
totalMoney: ο συνολικός αριθµός µονάδων χρήµατος που συγκεντρώθηκε µέχρι το τέλος της
αξιολόγησης.

Ουσιαστικά, η συγκεκριµένη µετρική είναι ο γεωµετρικός µέσος όρος των χρηµάτων που
συγκεντρώθηκαν από τις επενδύσεις κάθε χρόνου και δείχνει τι ϑα κέρδιζε ένας επενδυτής
σε µία χρονική περίοδο αν το ετήσιο κέρδος ήταν σταθερό. Το αποτέλεσµα της µετρικής
εκφράζει το ποσοστό αύξησης του αρχικού ποσού επένδυσης µετά από ένα έτος (π.χ. 10%
σηµαίνει ότι µετά από ένα χρόνο ϑα έχουµε το 110% του αρχικού κεφαλαίου).
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Stock BM1 BM2(TA) BM2(GAF ) BM3 BM4(GAF ) BM4(TA)
MMM 3.54 4.827 7.785 7.075 7.544 8.263
AXP 6.262 8.836 17.471 9.891 10.278 8.066

AMGN 9.5 1.986 4.542 9.138 4.645 6.031
AAPL 6.341 5.419 6.179 4.275 14.318 3.116
BA -4.101 -2.766 9.017 7.982 7.087 -2.815
CAT -0.572 -2.681 -0.17 -1.404 -3.897 -4.942
CVX 4.254 0.587 4.301 7.623 4.729 2.953

CSCO 6.9 5.864 8.264 7.007 12.767 6.54
KO 7.812 8.804 8.687 9.125 6.617 8.721

DOW 3.949 0.489 0.808 1.267 1.64 0.937
GS 8.541 1.838 2.629 4.25 7.16 -0.868
HD 8.43 4.633 4.704 4.345 13.824 5.0

HON 7.03 4.191 7.886 6.859 11.172 5.749
IBM 6.572 1.455 4.761 6.435 3.402 3.453
INTC 12.288 8.543 15.328 4.896 7.54 5.212
JNJ 4.17 4.509 4.521 5.721 6.614 2.519
JPM 10.314 7.361 19.812 14.808 23.466 10.583
MCD 13.44 10.815 11.421 12.507 17.081 13.108
MRK 4.451 7.483 6.751 7.502 8.981 5.875
MSFT 14.189 13.273 15.001 14.348 18.219 18.237
NKE 14.412 17.511 20.106 19.079 22.861 16.864
PG 5.73 7.507 3.868 7.488 8.836 5.505

CRM 23.044 12.49 19.309 16.307 18.801 15.913
TRV 10.727 13.047 19.214 16.003 20.545 8.905
UNH 7.99 9.458 11.288 12.37 7.816 1.189
VZ 7.988 5.102 1.771 4.936 7.648 3.982
V 16.96 19.338 19.05 21.797 22.702 18.119

WBA 0.441 2.128 6.088 9.511 3.759 1.673
WMT 6.011 9.281 12.166 10.591 10.496 9.5
DIS 10.028 9.818 10.308 9.481 11.684 4.955

Total 236.641 201.146 282.866 271.213 318.335 192.343

Πίνακας 5.8: Ετήσιες επιστροφές των µοντέλων (µέρος 1ο)
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Stock BM5 BM6(GAF ) BM6(TA) BM7 EM1 EM2
MMM 9.371 7.706 5.999 9.368 3.892 4.777
AXP 8.984 3.366 10.413 13.718 5.792 9.477

AMGN 2.394 8.184 2.578 3.342 7.244 3.833
AAPL 6.09 2.366 6.621 5.226 9.683 18.064
BA 3.993 0.879 1.853 6.111 -1.706 -4.474
CAT -0.212 -1.425 -6.467 -4.032 -4.159 14.128
CVX 5.179 4.439 0.864 7.673 -2.396 4.559

CSCO 6.14 9.822 5.966 3.859 5.113 10.609
KO 10.78 7.111 10.299 9.451 5.487 5.149

DOW 0.942 0.982 1.117 0.238 -1.687 -4.959
GS 3.86 3.791 -0.532 0.154 2.028 0.12
HD 4.502 9.835 6.784 1.414 7.032 4.325

HON 5.427 14.15 7.497 6.568 5.507 4.393
IBM 2.842 1.009 4.36 2.593 -0.916 -0.577
INTC 7.425 5.698 7.205 4.865 8.628 4.184
JNJ 5.647 4.708 4.51 3.45 3.997 1.384
JPM 11.799 12.261 10.136 7.99 6.68 12.916
MCD 9.397 11.96 11.475 11.732 6.73 4.5
MRK 6.837 6.452 7.562 5.058 3.752 0.12
MSFT 18.178 15.85 15.788 17.458 11.046 8.757
NKE 21.061 21.695 21.802 19.218 14.707 9.731
PG 6.342 5.694 7.469 9.75 6.327 7.186

CRM 18.8 18.937 15.05 10.442 14.368 17.218
TRV 17.277 13.276 13.127 19.062 13.712 8.294
UNH 3.804 9.204 9.759 7.412 -1.589 6.938
VZ 5.824 4.937 3.058 4.295 2.546 3.558
V 23.343 20.756 17.283 21.251 20.962 11.597

WBA 1.77 4.376 3.814 6.432 6.749 2.701
WMT 7.924 10.048 10.737 8.372 9.239 7.074
DIS 8.907 11.73 6.716 7.598 4.743 7.171

Total 244.627 249.797 222.843 230.068 173.511 182.753

Πίνακας 5.9: Ετήσιες επιστροφές των µοντέλων (µέρος 2ο)

Σε γενικές γραµµές, η επίδοση όλων των µοντέλων ϕαίνεται αρκετά υγιής, αφού για τη
συντριπτική πλειοψηφία των µετοχών οι ετήσιες επιστροφές είναι ϑετικές. Από τους πίνακες
5.8 και 5.9 διαπιστώνουµε ότι το µοντέλο που απέδωσε καλύτερα από άποψη κέρδους ϕα-
ίνεται να είναι το BM4 µε εικόνες εισόδου GAF. Η διαφορά από τα υπόλοιπα µοντέλα είναι
µεγάλη. Σε ορισµένες µετοχές η επίδοση είναι περίπου η ίδια ενώ σε άλλες πετυχαίνει πε-
ϱισσότερα κέρδη. Το συγκεκριµένο µοντέλο, ωστόσο, είχε από τις χειρότερες επιδόσεις στην
αξιολόγηση της ταξινόµησης. Κατά συνέπεια, το αυξηµένο συνολικό κέρδος οφείλεται στο
γεγονός ότι εξαιτίας των πολλών λανθασµένων προβλέψεων για τις ενέργειες αγορά/πώλη-
ση, το µοντέλο έχει µάθει να ϐρίσκει πολλά συνεχόµενα σήµατα που αντιστοιχούν στην ίδια
ενέργεια. Εποµένως, οι συναλλαγές που εκτελούνται είναι πολύ λίγες και περισσότερο ε-
ύστοχες. Για να µελετηθεί καλύτερα η συµπεριφορά του BM4 παρουσιάζεται στην εικόνα 5.1
η διαφορά στις προβλέψεις µεταξύ της µεθόδου αυτής και της αµέσως καλύτερης (BM2) -απ΄
την άποψη των αποδοχών.
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(αʹ) Προβλέψεις GS µε το µοντέλο BM2

(ϐʹ) Προβλέψεις GS µε το µοντέλο BM4

Σχήµα 5.1: Επίδοση µοντέλων για τη µετοχή GS κατά το έτος 2020

∆ύο σηµαντικές παρατηρήσεις απορρέουν από την απεικόνιση των προβλέψεων και των
συναλλαγών που έχουν εκτελεστεί. Αρχικά, στην περίπτωση του BM4 υπάρχουν περισσότε-
ϱα πράσινα και κόκκινα σηµεία, γεγονός που σηµαίνει ότι το µοντέλο έλαβε περισσότερα
σήµατα για αγορά ή πώληση απ΄ ότι έλαβε το BM2. Το τελευταίο, ήταν ϕανερό και από τους
αντίστοιχους πίνακες σύγχυσης που παρουσιάστηκαν παραπάνω. Το BM4 κάνει περισσότε-
ϱες προβλέψεις αγοράς/πώλησης και ως εκ τούτου η πληθώρα των αντίστοιχων ενδείξεων στο
διάγραµµα είναι λογική.

Το δεύτερο σηµείο που αξίζει να αναφερθεί είναι ότι οι προβλέψεις για το BM4 είναι µε
τέτοιο τρόπο κατανεµηµένες στο χρόνο, που αν ϑεωρήσει κανείς µία νοητή οριζόντια γραµµή,
ϑα µπορούσε να διαχωρίσει τα σηµεία της αγοράς από αυτά της πώλησης. Κατά συνέπεια,
ϕαίνεται να απορροφά τις µικρές διακυµάνσεις της αγοράς, πράγµα το οποίο οδηγεί σε πιο
πετυχηµένες συναλλαγές. Αντίθετα, για το BM2 συµπεραίνουµε, ότι κάθε ϕορά που αλλάζει
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η τάση της αγοράς, αλλάζουν και οι προβλέψεις σχεδόν αµέσως, µε αποτέλεσµα να αγοραστεί
κάποια µετοχή αρκετά πριν ϕτάσει τοπικό ελάχιστο και αντίστοιχα να πουληθεί πριν ϕτάσει
κάποιο τοπικό µέγιστο.

Επιπλέον, είναι προφανές ότι τα µοντέλα EM1 και EM2 δεν παρουσιάζουν καλή επίδοση
ούτε στην οικονοµική αξιολόγηση. Μάλιστα παρουσιάζουν αρνητικές επιστροφές για περισ-
σότερες µετοχές απ΄ ότι τα υπόλοιπα µοντέλα.
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Κεφάλαιο 6

Επίλογος

Στο κεφάλαιο αυτό γράφονται αναλυτικά τα συµπεράσµατα της παρούσας εργασίας κα-
ϑώς επίσης και οι µελλοντικές επεκτάσεις που ϑα µπορούσαν να γίνουν ως συνέχεια

της µελέτης αυτής.

6.1 Συµπεράσµατα

Τα συµπεράσµατα που προκύπτουν από τη συγκεκριµένη µελέτη και τη διεξαγωγή των
προαναφερθέντων πειραµάτων συνοψίζονται γύρω από τρία κύρια σηµεία.

Το πρώτο έχει να κάνει µε τη χρήση εικόνων (σαν ιδέα) για τη διευκόλυνση της εύρεσης
καλύτερων συναλλαγών στο χρηµατιστήριο. Για τη συγκεκριµένη µοντελοποίηση του προ-
ϐλήµατος (δηλ. τον αλγόριθµο ετικετοποίησης και την αντιµέτωπιση του προβλήµατος ως
πρόβληµα ταξινόµησης) διαπιστώθηκε πως η χρήση εικόνων είναι καταλυτικής σηµασίας για
την άµεση και αποτελεσµατική εξαγωγή χαρακτηριστικών χρησιµοποιώντας ϐαθιά νευρωνικά
δίκτυα.

∆εύτερο σηµείο ενδιαφέροντος, αποτελεί το γεγονός ότι τα αναδροµικά δίκτυα δεν κα-
τάφεραν να σηµειώσουν κάποια επιτυχία. Τα αµιγώς συνελικτικά δίκτυα εµφάνισαν καλά α-
ποτελέσµατα στις µετρικές τόσο της τεχνικής όσο και της οικονοµικής αξιολόγησης. Η χρήση
των µονάδων µακράς και ϐραχείας µνήµης σε υβριδικά µοντέλα (συνδυασµός συνελικτικών-
αναδροµικών δικτύων) δε ϐελτίωσε την απόδοση του συστήµατος. Ωστόσο, άξια αναφοράς
είναι η συµπεριφορά του µοντέλου που συνδύασε αναδροµικά και συνελικτικά δίκτυα µει-
ώνοντας της διαστάσεις χρησιµοποιώντας πλήρως συνελικτικά δίκτυα. Το συγκεκριµένο
µοντέλο, ενώ είχε από τα εχιρότερα αποτελέσµατα ακρίβειας στην ταξινόµηση των χρονικών
στιγµών, σηµείωσε το µεγαλύτερο κέρδος. Κατάφερε να διαχωρίσει µε επιτυχία τα πιθα-
νά σηµεία αγοράς από τα αντίστοιχα της πώλησης και µε λιγότερες συναλλαγές να πετύχει
µεγαλύτερο κέρδος από τις υπόλοιπες µεθόδους.

Τέλος, η χρήση της ϐαθιάς ενισχυτικής µάθησης για το συγκεκριµένο πρόβληµα δεν
απέδωσε καρπούς, πράγµα το οποίο οφείλεται στην περιορισµένη έρευνα που έγινε σχετικά
µε το συγκεκριµένο ϑέµα, καθώς επίσης και της δυσκολίας να προσδιοριστούν σωστά οι
υπερπαράµετροι του µοντέλου.
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Κεφάλαιο 6. Επίλογος

∆εδοµένα

Ετικετοποίηση
Αναπαράσταση

εικόνας
Τρόπος
εισόδου

Μοντέλο
µάθησης

Αλγόριθµος
συναλλαγών

Σχήµα 6.1: Τµήµατα του συστήµατος

6.2 Μελλοντικές επεκτάσεις

Λαµβάνοντας υπόψη τα παραπάνω, γίνεται αντιληπτό ότι η µελέτη του συγκεκριµένου
ϑέµατος µπορεί να αναπτυχθεί περαιτέρω και να συνεχιστεί σε κάθε στάδιο που αναφέρθηκε
στα προηγούµενα κεφάλαια. Πιο συγκεκριµένα στην εικόνα 6.1 διακρίνονται τα διαφορετικά
τµήµατα από τα οποία αποτελείται το σύστηµα που αναλύθηκε στην εργασία.

Οι µελλοντικές επεκτάσεις µπορούν να συµβούν :

• στο τµήµα των δεδοµένων:

Αναλυτικά, έρευνα µπορεί να διεξαχθεί ως προς τον τρόπο αναπαράστασης των αρ-
χικών δεδοµένων των χρονοσειρών σε εικόνες. Στα πλαίσια της εργασίας είδαµε τη
χρήση δεικτών τεχνικής ανάλυσης και τη χρήση του Γραµιανού γωνιακού χώρου. Θα
µπορούσε να γίνει αντίστοιχη ανάλυση για εικόνες που δείχνουν τη χρονοσειρά σαν
διάγραµµα ή για εικόνες που προκύπτουν από τα candlesticks.

Ως προς την διαδικασία ετοιµασίας του συνόλου δεδοµένων εκπαίδευσης, ο αλγόριθµος
ανάθεσης ετικετών είναι ένα σηµαντικό τµήµα του συστήµατος, από το οποίο εξαρτάται
και η προβλεπτική ισχύς του. Εναλλακτικοί αλγόριθµοι, λοιπόν, περιλαµβάνουν τη
χρήδη δεικτών τεχνικής ανάλυσης για την ανάθεση σηµείων αγοράς ή πώλησης.

Επιπλέον, για τα πειράµατα της εργασίας χρησιµοποιήθηκαν στατικές εικόνες. Θα
άξιζε να γίνει προσπάθεια να τροφοδοτηθούν τα νευρωνικά δίκτυα µε µία σειρά από
διαδοχικές εικόνες. Κατ΄ αυτόν τον τρόπο, ϑα είναι δυνατή η χρήση αρχιτεκτονικών
δικτύων που περιλαµβάνουν αναδροµικά δίκτυα τοποθετηµένα στην κορυφή συνελι-
κτικών δικτύων.

• στο µοντέλο µάθησης:

Ενδιαφέρον, επίσης, ϑα είχε και η ενδελεχής µελέτη των συστηµάτων ενισχυτικής
µάθησης. Στα πλαίσια της παρούσας εργασίας, είδαµε Double Deep Q-learning µε
συνελικτικά δίκτυα. Ωστόσο, ϑα µπορούσε κανείς να προσεγγίσει το Ϲήτηµα χρησι-
µοποιώντας συνδυασµό συνελικτικού και αναδροµικού δικτύου ή ακόµα και κάποιον
άλλο πράκτορα. Η διαµόρφωση της συνάρτησης αµοιβής είναι Ϲωτικής σηµασίας για
την έκβαση της µάθησης. Κατά συνέπεια, ϑα µπορούσε να προσαρµοστεί ώστε να πε-
ϱιλαµβάνει και την πληροφορία της µεταβλητότητας της αγοράς ή του κέρδους από την
πώληση ή την αγορά ενός στοιχείου.
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6.2 Μελλοντικές επεκτάσεις

• στο στάδιο της εκτέλεσης των συναλλαγών:

Σηµαντικό ϑα ήταν να δοκιµαστούν διαφορετικοί τρόποι για τον αλγόριθµο των συ-
ναλλαγών. Η λογική που υιοθετήθηκε στην εργασία -δηλαδή αγορά/πώληση εναλλάξ
µε το πρώτο σήµα που ϐρίσκει ο αλγόριθµος ϐλέποντας το αποτέλεσµα του µοντέλου
ταξινόµησης- είναι πολύ απλή και σίγουρα ανάλογα µε τη µορφή της αγοράς για
κάποια µετοχή µπορεί να µη ϕέρει τα επιθυµητά αποτελέσµατα. Η ενισχυτική µάθη-
ση, για παράδειγµα, ϑα µπορούσε να καλύψει αυτή την ανάγκη µε µία πιο περίπλοκη
συνάρτηση αµοιβής. Σε κάθε περίπτωση ένα πιο εκλεπτυσµένο στρώµα επεξεργασίας
των εκτιµήσεων της ταξινόµησης ϑα ήταν χρήσιµο για την ασφαλέστερη εκτέλεση συ-
ναλλαγών.
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Παραρτήµατα
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Παράρτηµα Αʹ

Περαιτέρω αποτελέσµατα

Επιπλέον αποτελέσµατα για πειράµατα µε εικόνες εισόδου που προέκυψαν από τη δια-
δικασία της τεχνικής ανάλυσης.

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 41671 21631 26439

Αγορά 577 5732 0

Πώληση 727 0 5566

(αʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
BM4

Τιµές Πρόβλεψης
Τίποτα Αγορά Πώληση

Π
ρα

γµ
ατ

ικ
ές

τι
µέ

ς Τίποτα 48566 18436 22739

Αγορά 804 5505 0

Πώληση 980 0 5313

(ϐʹ) Πίνακας σύγχυσης µε χρήση του µοντέλου
BM6

Ενέργεια f1-score precision recall
Τίποτα 0.6280 0.9697 0.4643

Αγορά 0.340461 0.209480 0.9085

Πώληση 0.2907 0.1739 0.8845

(γʹ) Μετρικές επίδοσης του µοντέλου BM4

Ενέργεια f1-score precision recall
Τίποτα 0.6933 0.9646 0.5412

Αγορά 0.3640 0.2299 0.8726

Πώληση 0.3094 0.1894 0.8443

(δʹ) Μετρικές επίδοσης µοντέλου BM6

Πίνακας Αʹ.1: Πίνακας σύγχυσης µε τα µοντέλα BM4 και BM6 για δεδοµένα ΤΑ
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Απόδοση ξενόγλωσσων όρων

Απόδοση Ξενόγλωσσος όρος
µηχανική µάθηση machine learning
επιβλεπόµενη µάθηση supervised learning
µη επιβλεπόµενη µάθηση unsupervised learning
µερικώς επιβλεπόµενη µάθηση semi-supervised learning
ενισχυτική µάθηση reinforcement learning
ϐαθιά µηχανική µάθηση deep learning
συνάρτηση ενεργοποίησης activation function
συνάρτηση απωλειών loss function
ϐελτιστοποιητής optimizer
τεχνική ανάλυση technical anaysis
Γραµιανός Γωνιακός Χώρος Gramian Angular Field
Συνελικτικό δίκτυο Convolutional Network
Αναδροµικό δίκτυο Recurrent Network
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