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Περίληψη

Στη παρούσα διπλωματική εργασία παρουσιάζεται πληθώρα λύσεων που συμβάλλουν στη
βέλτιστη διαχείριση και ενορχήστρωση πόρων που αποτελούν τμήμα Edge και Cloud
πλαισίων. Η διπλωματική εργασία χωρίζεται σε θεωρητικό και πρακτικό μέρος. Στο
θεωρητικό μέρος, οι αρχιτεκτονικές ιδιαιτερότητες και σχεδιαστικές απαιτήσεις ενός
υπερσύγχρονου πλαισίου για την υποστήριξη εφαρμογών εκτεταμένης πραγματικότητας
αναλύονται εκτενώς. Ιδιαίτερη έμφαση δίνεται στις μεθοδολογίες πρόβλεψης φόρτου δικτύου
και χρήσης πόρων με μεθοδολογίες βαθιάς μάθησης προκειμένου να επιτευχθεί βέλτιστη
ενορχήστρωση δικτύων. Επιπλέον γίνεται ανάλυση διαφόρων τεχνικών βελτιστοποίησης
υπερπαραμέτρων νευρωνικών δικτύων, ώστε να εξασφαλιστεί η μέγιστη δυνατή
αποδοτικότητα του μηχανισμού πρόβλεψης. Στο πρακτικό μέρος, περιλαμβάνεται η
υλοποίηση διαφόρων μηχανισμών πρόβλεψης με χρήση βαθιάς μάθησης σε γλώσσα
προγραμματισμού python 3. Μέρος του κώδικα βρίσκεται στο τέλος της διπλωματικής στo
παράρτημα.
Η παρούσα διπλωματική πραγματοποιήθηκε στα πλαίσια δραστηριοτήτων των ερευνητικών
προγραμμάτων CHARITY και Accordion που έχουν λάβει χρηματοδότηση από το
πρόγραμμα έρευνας και καινοτομίας «Ορίζοντας 2020» της Ευρωπαϊκής Ένωσης. Μέρος της
διπλωματικής έχει δημοσιευθεί σε τρία επιστημονικά συνέδρια με κριτές. Οι τίτλοι των
δημοσιεύσεων είναι (1) Μια προσέγγιση που βασίζεται σε κωδικοποιητές-αποκωδικοποιητές
βαθιάς μάθησης για τη πρόβλεψη φόρτου δικτύου σε μορφή πολλαπλών βημάτων (2) Cloud
για ολογραφία και επαυξημένη πραγματικότητα (3) Βελτιστοποίηση υπερπαραμέτρων GRU
νευρωνικών δικτύων με την υβριδική Μπεϋζιανή-εξελικτική στρατηγική για πρόβλεψη χρήσης
πόρων στο Edge computing.

Λέξεις Κλειδιά
Νευρωνικά Δίκτυα, Βαθιά Μάθηση ,Βελτιστοποίηση Υπερπαραμέτρων,

Κωδικοποιητής-Αποκωδικοποιητής, Ενορχήστρωση Δικτύου, Πρόβλεψη Χρήσης Πόρων,

Πρόβλεψη Φόρτου Δικτύου, Επαυξημένη Πραγματικότητα, Ολογραφία
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Abstract

This dissertation presents a variety of solutions that contribute to the optimal management

and orchestration of resources that are part of Edge and Cloud frameworks. The dissertation

is divided into theoretical and practical parts. In the theoretical part, the architectural features

and design requirements of a state-of-the-art framework for supporting augmented reality

applications are analyzed in detail. Particular emphasis is placed on network traffic and

resource usage prediction using deep learning methodologies in order to conduct network

orchestration in an optimal manner. In addition, various hyperparameter optimization

techniques are analyzed, in order to ensure the maximum possible efficiency of the

prediction mechanism. The practical part includes the implementation of various forecasting

mechanisms using deep learning methodologies in the python 3 programming language .

Part of the code is at the end of the dissertation, in the dedicated appendix.

This dissertation was carried out within the scope of the activities of the Accordion and
Charity research projects, which have received funding from the research and innovation
program "Horizon 2020" of the European Union. Part of the dissertation has been published
in three peer-reviewed scientific conferences. The titles of these publications are: (1) An
Encoder-Decoder Deep Learning Approach for Multistep Service Traffic Prediction (2) Cloud
for Holography and Augmented Reality (3) Hypertuning GRU neural networks with a hybrid
Bayesian-evolutionary strategy for edge resource usage prediction

Keywords
Neural Networks, Deep Learning, Hyperparameter Optimization, Encoder-Decoder, Network

Orchestration, Resource Usage Prediction, Network Traffic Prediction, Augmented Reality,

Holography
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Δομή διπλωματικής εργασίας

● Το πρώτο Κεφάλαιο λειτουργεί ως μια γενική εισαγωγή στη βασική θεματική που

διέπει αυτή τη διπλωματική εργασία.

● Στο δεύτερο Κεφάλαιο γίνεται εκτενής ανάλυση του πλαισίου CHARITY, το οποίο
αποτελεί ένα υπερσύγχρονο σύστημα που κάνει χρήση διαφόρων τεχνολογιών
βελτιστοποίησης της απόδοσης και ενορχήστρωσης Cloud και Edge πόρων
προκειμένου να διασφαλίσει την εύρυθμη λειτουργία πλήθους αρκετά απαιτητικών
εφαρμογών. Μέσα από την ανάλυση αυτή επιτυγχάνεται η ανάδειξη των προκλήσεων
που υπάρχουν στα υβριδικά Cloud-Edge συστήματα. Το περιεχόμενο αυτού του
κεφαλαίου βασίζεται σε αυτή την δημοσίευση [1], στην οποία συμμετέχει ο
συγγραφέας της πτυχιακής εργασίας .

● Το τρίτο Κεφάλαιο είναι αφιερωμένο στη πρόβλεψη της χρήσης πόρων και τις

διάφορες πτυχές της.

● Το τέταρτο Κεφάλαιο περιλαμβάνει ορισμούς και περιγραφές διαφόρων τύπων

επαναλλαμβανόμενων νευρωνικών δικτύων. Χρήση των δικτύων αυτών

πραγματοποιείται σε επόμενα Κεφάλαια στα πλαίσια σχετικής πειραματικής

αξιολόγησης.

● Το πέμπτο Κεφάλαιο εμπεριέχει διάφορες τεχνικές βελτιστοποίησης
υπερπαραμέτρων νευρωνικών δικτύων. Το περιεχόμενο αυτού του κεφαλαίου
βασίζεται σε αυτή την δημοσίευση [2], στην οποία συμμετέχει ο συγγραφέας της
πτυχιακής εργασίας.

● Το έκτο Κεφάλαιο κεφάλαιο εμπεριέχει την πειραματική διαδικασία που διεξήχθη

προκειμένου να αξιολογηθεί η προτεινόμενη αρχιτεκτονική HBES σε σχέση με τις

υπάρχουσες μεθόδους βελτιστοποίησης υπερπαραμέτρων.

● Το έβδομο Κεφάλαιο είναι αφιερωμένο στη πρόβλεψη του φόρτου δικτύου.

● Το όγδοο Κεφάλαιο αποτελεί ανάλυση διαφόρων τοπολογιών κωδικοποιητή -

αποκωδικοποιητή που βασίζονται στη βαθιά μάθηση. Επιπλέον, ο συγγραφέας της

διπλωματικής εργασίας προτείνει μια πρωτότυπη αρχιτεκτονική κωδικοποιητή -

αποκωδικοποιητή.

● Το ένατο Κεφάλαιο βασίζεται στην υλοποίηση των προαναφερθέντων μοντέλων
πρόβλεψης φόρτου δικτύου και στην εκτενή ανάλυση των αποτελεσμάτων που
προέκυψαν μετά από σχετικές δοκιμές. Ο συγγραφέας της διπλωματικής εργασίας
θεωρώντας πως τα ευρήματα του Κεφαλαίου αυτού ίσως φανούν χρήσιμα σε κομμάτι
της επιστημονικής  κοινότητας, τα συμπεριέλαβε σε σχετική δημοσίευση [3].
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1. Εισαγωγή

Τα συστήματα κατανεμημένου υπολογισμού που ενορχηστρώνουν και διαχειρίζονται μια

δεξαμενή ετερογενών πόρων υπολογισμού, επικοινωνίας και αποθήκευσης είναι μια

εξαιρετική λύση για την αντιμετώπιση της συνεχώς αυξανόμενης παραγωγής δεδομένων και

αιτημάτων υπηρεσιών [4], [5]. Τα δεδομένα που διατρέχουν τους κόμβους ενός δικτύου σε

συνδυασμό με τα διάφορα αιτήματα υπηρεσιών χαρακτηρίζονται ως φόρτος δικτύου. Τα

σύγχρονα υπολογιστικά μοντέλα όπως το Cloud computing και το Edge computing έχουν την

ικανότητα να υποστηρίξουν απαιτήσεις που σχετίζονται με μεγάλο όγκο δεδομένων και

υψηλή απαιτούμενη ταχύτητα στα πλαίσια ορισμένων εφαρμογών. Το Cloud computing έχει

αναδειχθεί ως λύση για την αντιμετώπιση του μεγάλου όγκου δεδομένων παρέχοντας

πόρους υποδομής με ελαστικό τρόπο, προκειμένου να συμβαδίζει με τις διακυμάνσεις του

φόρτου εργασίας [6]. Επιπλέον, το Edge computing μπορεί να αντιμετωπίσει τα

μειονεκτήματα των λύσεων που βασίζονται στο Cloud μετακινώντας την υπολογιστική

διαδικασία πιο κοντά στην άκρη του δικτύου όπου παράγονται τα δεδομένα, προκειμένου να

μειωθεί η καθυστέρηση και το απαιτούμενο εύρος ζώνης μεταξύ κέντρων δεδομένων και

αισθητήρων [7].

Για να επιταχυνθεί η υιοθέτηση και να αποκομιστούν τα οφέλη του Edge computing,

πρέπει να αξιοποιηθούν τεχνολογίες από διάφορους τομείς για να επιτευχθεί τελικά η

ενσωμάτωση Cloud και Edge με σκοπό την δημιουργία ενός υπολογιστικού συνεχούς . Ένας

από αυτούς τους τομείς είναι η Βαθιά Μηχανική Μάθηση. Στα πλαίσια αυτής της

διπλωματικής εργασίας θα αναλυθούν διάφοροι τρόποι με τους οποίους η Βαθιά Μηχανική

Μάθηση μπορεί να συμβάλει στην ενορχήστρωση και την βελτιστοποίηση της απόδοσης

ενός συνεχούς που προκύπτει από τη συνένωση Cloud και Edge. Ιδιαίτερη έμφαση δίνεται

στη σημασία της πρόβλεψης κατανάλωσης πόρων και φόρτου δικτύου, στις οποίες εστιάζουν

τα αντίστοιχα κεφάλαια.

Στα πλαίσια της πρόβλεψης κατανάλωσης πόρων, εξετάζεται η χρήση Gated

Recurrent Unit (GRU) δικτύων. Προκειμένου το προς εξέταση GRU μοντέλο να είναι όσο το

δυνατόν πιο αποδοτικό γίνεται, πραγματοποιείται μία συγκριτική ανάλυση μεταξύ 3 τεχνικών

βελτιστοποίησης υπερπαραμέτρων νευρωνικών δικτύων. Οι τεχνικές αυτές είναι οι

καθιερωμένες: εξελικτική στρατηγική και Bayesian βελτιστοποίηση, καθώς και η καινοτόμος

Hybrid Bayesian Evolution Strategy (HBES) που κάνει χρήση στοιχείων και των δύο

προαναφερθέντων τεχνικών.
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Τέλος, στα πλαίσια της πρόβλεψης φόρτου δικτύου προτείνεται μία καινοτόμος

υβριδική αρχιτεκτονική κωδικοποιητή-αποκωδικοποιητή που κάνει ταυτόχρονη χρήση απλών

και αμφίδρομων Long Short Term Memory (LSTM) δικτύων προκειμένου να

πραγματοποιήσει πρόβλεψη σε επίπεδο πολλαπλών βημάτων. Η αρχιτεκτονική αυτή, όπως

θα αναλυθεί στο αντίστοιχο κεφάλαια καταφέρνει να ξεπεράσει σε αποτελεσματικότητα τις

αντίστοιχες μεθόδους πρόβλεψης πολλαπλών βημάτων.
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2. Cloud για ολογραφία και επαυξημένη

πραγματικότητα

Τα σύγχρονα δίκτυα καλούνται να στεγάσουν εξαιρετικά απαιτητικές εφαρμογές που

κάνουν χρήση τεχνολογιών Cloud και Edge. Οι εφαρμογές αυτές που μπορούν να

χρησιμοποιηθούν από τους χρήστες μέσω του Διαδικτύου. Επιπλέον, λειτουργούν σε

κοινόχρηστους υπολογιστικούς πόρους που κατανέμονται σε πολλαπλές τοποθεσίες. Αυτός

ο τύπος εφαρμογών είναι εξαιρετικά επωφελής στο πλαίσιο των υπολογιστικά απαιτητικών

εφαρμογών, καθώς επιτρέπει στους χρήστες να έχουν εξ αποστάσεως πρόσβαση στους

απαραίτητους υπολογιστικούς πόρους.

Η Εκτεταμένη Πραγματικότητα (XR) είναι μια κατηγορία υπολογιστικά απαιτητικών

εφαρμογών των οποίων ο στόχος είναι να ελαχιστοποιήσουν το χάσμα μεταξύ του ψηφιακού

και του φυσικού κόσμου. Περιλαμβάνει ένα ευρύ φάσμα εφαρμογών όπως η εικονική

πραγματικότητα (VR), η επαυξημένη πραγματικότητα (AR) και η μικτή πραγματικότητα. Οι

εφαρμογές XR είναι εξαιρετικά απαιτητικές όσον αφορά τους υπολογιστικούς πόρους και

τους πόρους αποθήκευσης, καθώς απαιτούν διάφορα στοιχεία XR, όπως τρισδιάστατα

μοντέλα. Στο πλαίσιο του μονολιθικού τρόπου ανάπτυξης εφαρμογών, αυτοί οι πόροι θα

έπρεπε να ενσωματωθούν στον αποκλειστικό εξοπλισμό XR, καθιστώντας έτσι αυτή την

προσπάθεια απαγορευτικά δαπανηρή ή/και ογκώδη. Προκειμένου να αποφευχθεί αυτό το

πρόβλημα, καθιερώθηκε η έννοια της εφαρμογής XR που βασίζεται στο Cloud.

Η δημιουργία εφαρμογών XR, συμπεριλαμβανομένης της Επαυξημένης /Εικονικής

/Μικτής Πραγματικότητας και της Ολογραφίας, έχει ως επακόλουθο τη δημιουργία διαφόρων

προκλήσεων που η επιστημονική κοινότητα καλείται να ξεπεράσει. Αυτές οι προκλήσεις είναι

συνυφασμένες με την ίδια τη δομή αυτού του τύπου εφαρμογών. Ενώ κάθε εφαρμογή

παρουσιάζει ένα ξεχωριστό σύνολο απαιτήσεων Ποιότητας Εμπειρίας (Quality of

Experience) (QoE) και Ποιότητας Υπηρεσίας (Quality of Service) (QoS), υπάρχουν ορισμένα

κοινά χαρακτηριστικά που πρέπει να ληφθούν υπόψη κατά την εξέταση των πλαισίων που

ακολουθούν οι εφαρμογές XR. Το πιο σημαντικό από αυτά είναι η ανάγκη για εξαιρετικά

χαμηλό latency και εξαιρετικά υψηλό bandwidth. Μελέτες έχουν δείξει ότι για να παρέχεται

μια αποδεκτή εμπειρία τελικού χρήστη όσον τις εφαρμογές XR, η συνολική καθυστέρηση θα

πρέπει να είναι μικρότερο από 15ms και το εύρος ζώνης θα πρέπει να μπορεί να κλιμακωθεί

έως και τα 30 Gbps. Καθιερωμένες τεχνικές βελτιστοποίησης δικτύου, όπως η

διαφοροποίηση της κυκλοφορίας του δικτύου σε best effort και simple, δεν μπορούν να
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ανταποκριθούν σε τόσο αυξημένες απαιτήσεις. Ακόμη και παρά τις ραγδαίες προόδους των

τεχνολογιών 5G, η διαδικασία διευκόλυνσης αυτής της κατηγορίας εφαρμογών εξακολουθεί

να παραμένει αρκετά προκλητική. Το Edge Computing μπορεί να βοηθήσει στην ανακούφιση

ενός μέρους του φόρτου που προκαλείται από εφαρμογές XR που βασίζονται στο Cloud. Το

Edge Computing επιτρέπει τη διεξαγωγή της διαδικασίας επεξεργασίας δεδομένων πιο κοντά

είτε στο σημείο όπου καταναλώνονται οι υπηρεσίες είτε στο σημείο όπου παράγονται τα

δεδομένα, μειώνοντας έτσι τη συνολική καθυστέρηση μεταξύ άκρων και το απαιτούμενο

εύρος ζώνης. Τέλος, οι εφαρμογές XR που βασίζονται στο Cloud τρέχουν σε πολλαπλούς

ετερογενείς πόρους. Επομένως, είναι ζωτικής σημασίας να ενσωματωθούν ορισμένες

τεχνολογίες διαχείρισης και ενορχήστρωσης που είναι σε θέση να ανταποκριθούν στην

πολυπλοκότητα που προκύπτει από εφαρμογές XR που βασίζονται στο Cloud που είναι

ευαίσθητες στον λανθάνοντα χρόνο και στο εύρος ζώνης. Λαμβάνοντας υπόψη αυτούς τους

παράγοντες, γίνεται προφανές ότι για να διευκολυνθούν οι εφαρμογές XR που βασίζονται σε

Cloud και Edge συστήματα, απαιτείται ταυτόχρονη χρήση διαφόρων τεχνολογιών

συστημάτων Edge, ενορχήστρωσης και δικτύου.

2.1 Υπηρεσίες Cloud και Edge για τεχνολογίες ολογραφίας και επαυξημένης

πραγματικότητας

Σε αυτό το πλαίσιο, το έργο CHARITY καλείται να αντιμετωπίσει αυτές τις

προκλήσεις και να αναπτύξει μια σειρά σχετικών περιπτώσεων χρήσης. Το CHARITY

φιλοδοξεί να αξιοποιήσει τα οφέλη της έξυπνης, αυτόνομης ενορχήστρωσης πόρων Cloud,

Edge και δικτύου, για να δημιουργήσει μια συμβιωτική σχέση μεταξύ υποδομών χαμηλής και

υψηλής καθυστέρησης που θα διευκολύνει τις ανάγκες των αναδυόμενων εφαρμογών.

Εξετάζοντας τη συνολική ιδέα, το πρωταρχικό όραμα του CHARITY είναι η ανάπτυξη ενός

ενοποιημένου πλαισίου που διασφαλίζει έναν πλήρη κύκλο υψηλής διαδραστικής διαχείρισης

υπηρεσιών, που εκτείνεται από το CI/CD (Continuous Integration / Continuous Delivery) έως

τη διαχείριση του κύκλου ζωής (Life Cycle Management) (LCM) και την ενορχήστρωση.

Το οικοσύστημα του CHARITY αποτελείται από τρεις βασικούς πυλώνες:

1) Το CHARITY θα επικεντρωθεί στο σχεδιασμό, την ανάπτυξη και τη διαχείριση

άκρως διαδραστικών υπηρεσιών, υποστηρίζοντας εφαρμογές επόμενης γενιάς,

εκπληρώνοντας τις υψηλές απαιτήσεις τους.
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2) Η υποδομή και η τεχνολογία Cloud και Εdge θα σχεδιαστούν για να επιτυγχάνουν,

μεταξύ άλλων, εξοικονόμηση κόστους, αύξηση της ελαστικότητας υπηρεσίας και μείωση των

εξαρτήσεων λογισμικού/ υλισμικού. Τόσο οι τεχνικές Τεχνητής Νοημοσύνης (Artificial

Intelligence) (AI) όσο και οι έννοιες Zero-touch Network and Slice Life-cycle Management

(ZSM) θα διαδραματίσουν κρίσιμο ρόλο.

3) Βελτιστοποίηση της τηλεπικοινωνιακής υποδομής, για τη διασφάλιση της επίτευξης

των επιθυμητών Key Performance Indicators (KPIs) και απαιτήσεων εφαρμογών με

δυνατότητα AR, VR και Ολογραφίας, π.χ., μέσω της χρήσης κατηγοριών κίνησης δικτύου και

ροών με προτεραιότητα.

2.2 Υπερσύγχρονα Use Cases XR εφαρμογών

Παρακάτω, περιγράφονται οι εφαρμογές περιπτώσεων χρήσης (Use Cases) (UC),

στις οποίες θα δοκιμαστεί η πλατφόρμα CHARITY και εντοπίζονται οι κύριες προκλήσεις

τους. Τα UC οργανώνονται σε τρεις κύριες κατηγορίες, με στόχο την αντιμετώπιση των

κυρίων προκλήσεων σε αυτούς τους τομείς, επιτρέποντας τελικά την επικύρωση και την

ανάδειξη των καινοτομιών του Edge & Cloud Computing στα πλαίσια του CHARITY.

2.2.1 Ολογραματικές τεχνολογίες σε πραγματικό χρόνο

Η Ολογραματική Συναυλία UC1.1 χρησιμοποιεί ένα ψευδο-ολογραφικό σύστημα

προβολής, βασισμένο στην αρχή του Pepper's Ghost [8], που δημιουργεί μια ψευδαίσθηση

μουσικών που παίζουν ζωντανά σε μια σκηνή. Διαφορετικά μέλη του συγκροτήματος

βρίσκονται σε διαφορετικές τοποθεσίες και συμμετέχουν ουσιαστικά σε μια συναυλία. Το «2D

ολόγραμμα» κάθε μουσικού καταγράφεται μέσω μιας βιντεοκάμερας και μεταδίδεται μαζί με

τη ροή του ήχου, υποβάλλεται σε περαιτέρω επεξεργασία στο σύννεφο CHARITY,

συγχρονίζεται και προβάλλεται σε μια ειδική οθόνη στη σκηνή. Το βίντεο από τους θεατές,

που βρίσκεται μπροστά από τη σκηνή, ηχογραφείται και μεταδίδεται στα μέλη του

συγκροτήματος ως ανατροφοδότηση. Το UC βασίζεται σε cloud και τοπική επεξεργασία που

υποστηρίζεται από τις υπηρεσίες CHARITY και εκμεταλλεύεται σχετικούς πόρους λογισμικού

και υλικού που υποστηρίζονται από την πλατφόρμα. Ορισμένες μονάδες και υπηρεσίες

ενδέχεται να εκτελούνται απομακρυσμένα στην πλατφόρμα CHARITY, π.χ. μίξη και σύνθεση

βίντεο, συμπίεση και απόδοση, ενώ άλλα τοπικά σε υπολογιστές στη σκηνή ή στην

τοποθεσία των μουσικών π.χ. την υπηρεσία συγχρονισμού. Η κύρια πρόκληση αυτού του
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UC είναι να συγχρονίσει όλες τις ροές βίντεο πριν από την εμφάνιση των μουσικών στη

σκηνή. Ιδιαίτερα ο συγχρονισμός ήχου είναι σημαντικός. Επομένως ο διαχωρισμός του ήχου

από τα δεδομένα βίντεο και ο χειρισμός του με μεγαλύτερη προτεραιότητα είναι μία από τις

επιλογές που πρέπει να εφαρμοστούν. Ο στόχος είναι να επιτευχθεί μια άψογη εμπειρία

ήχου και σε περίπτωση ξαφνικών περιορισμών εύρους ζώνης, θυσιάζοντας την ποιότητα του

βίντεο για τον ήχο.

Η Ολογραματική Συνάντηση UC1.2 επιτρέπει στον κύριο συμμετέχοντα, που ενεργεί

ως ομιλητής, να βρίσκεται σε οποιαδήποτε τοποθεσία και να μεταδίδει το βίντεο και τον ήχο

του σε πολλές οθόνες σε διάφορους χώρους ταυτόχρονα. Ο τοπικός υπολογιστής στη θέση

του ομιλητή υποστηρίζει τη λήψη μη επεξεργασμένων ροών βίντεο από τις διάφορες

τοποθεσίες του κοινού, για να επιτρέψει την οπτική επικοινωνία μεταξύ του ομιλητή και του

κοινού σε πραγματικό χρόνο. Αυτό το UC είναι μια απλοποιημένη έκδοση του UC1.1, όπου

δεν απαιτείται συγχρονισμός, αλλά η κύρια πρόκληση είναι να μπορούν να υποστηρίζονται

ταυτόχρονα πολλαπλές συσκευές προβολής.

Στον Ολογραμματικό Βοηθό UC1.3, ένα τρισδιάστατο (3D) avatar παρουσιάζεται σε

μια ολογραμματική τρισδιάστατη οθόνη (H3D) [9], η οποία παρέχει απαντήσεις σε φυσική

γλώσσα και μεταγλωττισμένες 3D οπτικές πληροφορίες , σε ερωτήματα που εκφωνούνται

από τον χρήστη, μετά την ανάκτηση αποτελεσμάτων από υπηρεσίες Διαδικτύου τρίτων. Οι

πληροφορίες και οι υπηρεσίες που προσφέρονται από τον Ολογραμματικό Βοηθό είναι

προσβάσιμες μέσω υπηρεσιών που βασίζονται σε σύννεφο μέσω API που παρέχονται από

την πλατφόρμα CHARITY ή από υπηρεσίες τρίτων που είναι διαθέσιμες στο διαδίκτυο (π.χ.

καιρός, μετοχές ή chatbot). Η οθόνη H3D βασίζεται στην τρισδιάστατη ολογραφία, η οποία

χρησιμοποιεί την παρεμβολή της τεχνολογίας φωτός [10] για τη διαμόρφωση του συνεκτικού

φωτός και τη δημιουργία ρεαλιστικών οπτικών αναπαραστάσεων εκατομμυρίων

τρισδιάστατων σημείων στο χώρο, παρέχοντας έτσι πραγματικό βάθος. Τα οπτικοποιημένα

τρισδιάστατα δεδομένα εξάγονται από μια ροή τρισδιάστατου Point Cloud που λαμβάνεται

από τις υπηρεσίες του CHARITY. Αυτή η περίπτωση χρήσης απλώς σε τοπικό λογισμικό,

υλικό υπολογιστή και μία οθόνη H3D (συμπεριλαμβανομένου του Eye-Tracking),

υποστηρίζεται από υπηρεσίες Cloud του CHARITY που φιλοξενούν τη λογική βοηθού, την

απόδοση Unity3D, την αναγνώριση ομιλίας και το 3D processing του Point Cloud. h ροή του

τρισδιάστατου Point Cloud λαμβάνεται και εμφανίζεται απευθείας, ως τρισδιάστατο

ολόγραμμα, στην οθόνη H3D σε πραγματικό χρόνο [11]. Η κύρια πρόκληση αυτού του UC

είναι η δημιουργία, συμπίεση / αποσυμπίεση δεδομένων τρισδιάστατου Point Cloud σε

πραγματικό χρόνο.
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2.2.2  Τεχνολογίες εικονικής εκπαίδευσης

Στην ιατρική εκπαίδευση με χρήση εικονικής πραγματικότητας UC2.1, πολλοί παίκτες

εκτελούν ηλεκτρονικά προκαθορισμένα χειρουργικά σενάρια σε περιβάλλον VR, προς μια

βελτιωμένη [12] εμπειρία ιατρικής εκπαίδευσης [13], [14]. Το UC εκμεταλλεύεται πόρους του

CHARITY για προηγμένη επεξεργασία CPU και GPU για προσομοιώσεις, απόδοση,

συμπίεση που απαιτεί χαμηλή καθυστέρηση και αυξημένο εύρος ζώνης, με ιδιαίτερη έμφαση

στα ασύρματα HMD με περιορισμένους πόρους, GPU, μπαταρία και δυνατότητα

κινητικότητας. Η εφαρμογή αναπτύσσεται μέσω δύο μικροϋπηρεσιών που στεγάζονται σε

Edge και Cloud. Tης Geometric Algebra inTerpolation Engine (GATE) και της Physics

Engine, η οποία είναι υπεύθυνη για τον υπολογισμό, την απόδοση και την κωδικοποίηση των

εικόνων που θα μεταδοθούν στο HMD μέσω σήματος. Επιπλέον, η προσαρμογή σε χρόνο

εκτέλεσης και η δυναμική βελτιστοποίηση που παρέχει το GATE αξιοποιούνται με βάση τα

χαρακτηριστικά του δικτύου [15]. Το ελαφρύ HMD είναι υπεύθυνο για την αποκωδικοποίηση

και την προβολή των μεταφερόμενων εικόνων από το Edge και για τη λήψη και τη μεταφορά

συμβάντων που σχετίζονται με τον χρήστη (π.χ. θέση ελεγκτών, ενεργοποιητές) στα πλαίσια

της εφαρμογής. Η κύρια πρόκληση αυτού του UC είναι ο διαχωρισμός του Physics Engine

από τον αγωγό Unity3D, δημιουργώντας έτσι ξεχωριστή υπηρεσία που θα επιτρέψει

χαμηλότερους χρόνους λειτουργίας.

Χρησιμοποιώντας την Ξενάγηση Εικονική Πραγματικότητας UC2.2, ο χρήστης μπορεί

να απολαύσει διαδραστικές εμπειρίες εικονικής περιήγησης και σκηνές ζωντανής ροής στα

πλαίσια της εικονικής πραγματικότητας. Η εφαρμογή μπορεί να χρησιμοποιηθεί για

πολλαπλούς σκοπούς, όπως μάθηση, αφήγηση, μάρκετινγκ και χρήσεις που σχετίζονται με

την ακίνητη περιουσία. Η εικονική περιήγηση υποστηρίζει βίντεο 360 μοιρών, πανοράματα,

τρισδιάστατα μοντέλα, τυπικές εικόνες και βίντεο, καθώς και βασικά τρισδιάστατα πλέγματα.

Η εφαρμογή περιλαμβάνει πολλές ενότητες τόσο στο back-end όσο και στο front-end. Οι

front-end μονάδες αποτελούνται από μια εφαρμογή Ιστού που επεξεργάζεται σε πραγματικό

χρόνο τα βίντεο 360◦ που δημιουργούνται από τον χρήστη και διαχειρίζεται μια εφαρμογή

προβολής που επιτρέπει στον χρήστη να προβάλλει και να καταναλώνει το περιεχόμενο που

δημιουργείται από την εφαρμογή Ιστού. Το back-end αποτελείται από πολλά στοιχεία που

είναι υπεύθυνα για τη φιλοξενία περιεχομένου πολυμέσων, την επεξεργασία εικόνας, την

απόδοση τρισδιάστατων μοντέλων, τη μετατροπή μορφής βίντεο και τη ροή βίντεο στο

back-office. Αυτά τα εξαρτήματα εντάσσονται ως μικρο-υπηρεσίες στο CHARITY. Η κύρια

πρόκληση αυτού του UC είναι η υποστήριξη ταχύτερης μετατροπής και ροής βίντεο μέσω
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των προηγμένων δυνατοτήτων επεξεργασίας της πλατφόρμας CHARITY, του χαμηλού

χρόνου καθυστέρησης και του αυξημένου εύρους ζώνης. Επιπλέον, ανάλογα με τον τύπο της

συσκευής προβολής ή τα χαρακτηριστικά του δικτύου, η υπηρεσία μηχανής 3D πρέπει να

είναι ικανή να προσαρμόσει τις διαδικασίες επεξεργασίας και απόδοσης σε διαφορετικές

αναλύσεις.

2.2.3 Διαδραστικές τεχνολογίες μεικτής πραγματικότητας

Το Συνεργατικό Παίγνιο UC3.1 παρέχει ένα εξαιρετικά καθηλωτικό παιχνίδι

επαυξημένης πραγματικότητας για πολλούς παίκτες. Για να παρέχει στους παίκτες μια

επαρκώς διαδραστική εμπειρία, έχει αναπτυχθεί μια αποκλειστική μηχανή πολλών παικτών

για το συγχρονισμό όλων των δυναμικών αντικειμένων του παιχνιδιού και των καταστάσεων

του χρήστη. Η συνολική λύση απαιτεί η υποδομή να παρέχει βασικά χαρακτηριστικά: πολύ

χαμηλή καθυστέρηση δικτύου και αποτελεσματική υπηρεσία ανακάλυψης πόρων, μια

αξιόπιστη υποδομή (Edge και Cloud) για την προστασία του διακομιστή παιχνιδιών από

πιθανές παραβιάσεις. Το UC3.1 εξερεύνησε την τεχνολογία 3D Point Cloud για να

εμπλουτίσει το παιχνίδι. Οι δυνατότητες των ενσωματωμένων καμερών αξιοποιούνται για την

παροχή εισόδου και η χρήση των δεδομένων εξόδου για τη μίξη του πραγματικού και του

εικονικού περιβάλλοντος. Η υπηρεσία Mesh Collider Generator Service που υποστηρίζεται

από το CHARITY χρησιμοποιείται για να επιτρέψει την ακριβή ανακατασκευή της γεωμετρίας

του πραγματικού περιβάλλοντος μέσα σε μία περίοδο λειτουργίας του παιχνιδιού. Η κύρια

πρόκληση αυτού του UC είναι να βελτιστοποιήσει τη μηχανή πολλών παικτών

ελαχιστοποιώντας την ποσότητα των δεδομένων που αποστέλλονται μέσω του δικτύου για

να διατηρήσει χαμηλούς χρόνους εξυπηρέτησης μεταξύ πολλών παικτών.

Ο Εκπαιδευτής Επανδρωμένων / Μη Επανδρωμένων Επιχειρήσεων UC3.2

δημιουργεί ένα καθηλωτικό συνεργατικό εκπαιδευτικό περιβάλλον αναδυόμενων τεχνολογιών

στα πλαίσια επανδρωμένων και μη επανδρωμένων επιχειρήσεων, ενώ ελαχιστοποιεί την

ανάγκη ακριβού εξοπλισμού. Ο βασικός στόχος είναι να προωθηθεί η ανάπτυξη

προσομοιωτών εκπαίδευσης στο συνεχές Cloud-Edge. Οι εκπαιδευόμενοι μπορούν

ουσιαστικά να συνεργαστούν σε ένα συνθετικό περιβάλλον για να πραγματοποιήσουν

συντονισμένες ενέργειες. Μπορούν επίσης να ελέγχουν εξ αποστάσεως μη επανδρωμένα

οχήματα, όπως απλά εναέρια drones διάσωσης, για να προσεγγίζουν απρόσιτα εδάφη

προκειμένου να αποκτήσουν επίγνωση της κατάστασης σε σενάρια αναζήτησης και

διάσωσης. Η ρευστότητα των πόρων που προκύπτει μέσω του συνεχούς στο Cloud-Edge
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και της ενορχήστρωσης του δικτύου, αξιοποιείται για να διευκολύνει τη δέσμευση και τη

συνεργασία στα πλαίσια πολλαπλών περιπτώσεων προσομοίωσης. Η κύρια πρόκληση σε

αυτό το UC είναι η εικονικοποίηση του υπάρχοντος τοπικού μηχανισμού προσομοίωσης.

2.3. Αρχιτεκτονική του συστήματος

Το Σχήμα 1 απεικονίζει τη γενική αρχιτεκτονική του πλαισίου CHARITY. Αποτελείται

από τέσσερα κύρια επίπεδα που υποστηρίζονται από ένα Πλαίσιο Διαχείρισης Εφαρμογών

(AMF) και έναν αγωγό CI/CD.

Σχήμα 1: Γενική αρχιτεκτονική του πλαισίου CHARITY.

Το επίπεδο υποδομής, στο κάτω μέρος, αποτελείται από τα φυσικά στοιχεία που

εμπλέκονται στην υπηρεσία XR, η οποία εκτείνεται από τις συσκευές τελικού χρήστη έως το

δίκτυο που μεταφέρει δεδομένα, μέσω του Cloud-Edge συνεχούς που προσφέρει

υπολογιστικές δυνατότητες. Λόγω της ανάγκης για αυξημένο εύρος ζώνης και της ευαίσθητης

σε καθυστέρηση φύσης των υπηρεσιών XR, το CHARITY στοχεύει στη ταυτόχρονη

μόχλευση πολλών παρόχων Cloud ως ένα τρόπο για την δημιουργία του Edge-Cloud

συνεχούς, παρέχοντας έτσι επίσης πολύ υψηλό εύρος ζώνης και αξιόπιστη και

ντετερμινιστική δικτύωση.
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Το δεύτερο επίπεδο, με το όνομα Network Function Layer (NFL), είναι υπεύθυνο για

την αφαίρεση της ετερογένειας της υποκείμενης υποδομής και, κατά συνέπεια, την εφαρμογή

της έννοιας του Edge-Cloud συνεχούς, ορίζοντας ένα πλαίσιο ενορχήστρωσης που μπορεί

να εκτελεί απρόσκοπτα και αποτελεσματικά υπηρεσίες XR. Το NFL παρέχει μια εγγενή

πλατφόρμα στο Cloud όπου οι υπηρεσίες XR υλοποιούνται και εκτελούνται ως

μικρό-υπηρεσίες, γεγονός που επιτρέπει μεγάλη ευελιξία και αποτελεσματικότητα. Πράγματι,

μια υπηρεσία μπορεί εύκολα να μεταφερθεί για να ανταποκρίνεται στις απαιτήσεις της όσον

αφορά τα KPIs. Επίσης, μια υπηρεσία XR μπορεί να χωριστεί έτσι ώστε ένα μέρος της να

εκτελείται στο Edge για να μειωθεί η καθυστέρηση δικτύου και η χρήση εύρους ζώνης, ενώ

το τμήμα της που χαρακτηρίζεται από βαρύ υπολογιστικό φορτίο εκτελείται σε μακρινούς

Cloud πόρους.

Δεδομένου του γεγονότος ότι μια υπηρεσία XR μπορεί να χωριστεί σε πολλούς

τομείς, το Network Slicing Layer (NSL) είναι υπεύθυνο να συγκεντρώσει όλους αυτούς τους

τομείς και να τους συρράψει για να δημιουργήσει μια ενιαία υπηρεσία από άκρο σε άκρο. Ο

πρώτος βρόχος αυτοματισμού υπηρεσιών παρέχεται από την NSL. Υπάρχει σε κάθε τομέα

που συνθέτει την υπηρεσία XR. Υλοποιείται ακολουθώντας την έννοια OODA (Observe,

Orient, Decide, Act), η οποία ειδικεύεται στη συλλογή και την ανάλυση δεδομένων, την

ευφυΐα και την ενορχήστρωση του συστήματος. Αυτός ο βρόχος τοπικού αυτοματισμού

ακολουθεί την ιδέα του ZSM [16] και έτσι, εφαρμόζει αυτο-ενορχήστρωση, αυτο

βελτιστοποίηση και αυτο-ίαση που συμβάλλει στην ικανοποίηση των KPI για κάθε υποτμήμα.

Το Convergence and Abstraction Layer (CAL) είναι ο διαχειριστής και ο

ενορχηστρωτής των end-to-end XR υπηρεσιών. Είναι υπεύθυνο για την επιβολή των KPIs σε

ολόκληρο το επίπεδο XR υπηρεσιών. Αυτό σημαίνει ότι οι αποφάσεις για τη σύνθεση του

υποτμήματος, όπως το ποια υποφέτα θα χρησιμοποιηθεί ή πού θα εκτελεστεί η εκάστοτε

υποφέτα, λαμβάνονται σε αυτό το επίπεδο. Για παράδειγμα, έχοντας ένα συγκεκριμένο

προϋπολογισμό καθυστέρησης, αυτό το επίπεδο θα χωρίσει αυτόν τον προϋπολογισμό

στους κατάλληλους τομείς, έτσι ώστε ο χρόνος της end-to-end καθυστέρησης να είναι

χαμηλότερος από αυτόν που ορίζει ο προϋπολογισμός. Ακολουθώντας το πλαίσιο ZSM και

για την επιβολή των KPIs, η CAL εφαρμόζει επίσης έναν βρόχο αυτοματισμού end-to-end. Ο

κύριος στόχος αυτού του βρόχου είναι να επιβάλει τους KPIs και να εκτελέσει προληπτικές

ενέργειες προκειμένου να προστατεύσει την υπηρεσία XR από υποβάθμιση της ποιότητας

της. Προσφέρει επίσης μια διεπαφή από την οποία οι προγραμματιστές και οι πάροχοι XR

μπορούν να υποβάλουν τα προσχέδιά τους. Αυτά αποτελούνται από αρχεία περιγραφής που

καθορίζουν όλα τα δομικά στοιχεία και τη διασύνδεσή τους για να σχηματίσουν μια υπηρεσία

XR.
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Το επίπεδο ασφάλειας δικτύου και απορρήτου χρήστη (NSUP) χρησιμοποιείται για

την ασφάλεια της πλατφόρμας και των υπηρεσιών XR που εκτελούνται σε αυτή. Αυτό

συμβάλει στην ασφάλεια των εικόνων του λογισμικού που συνθέτει την XR υπηρεσία και της

επικοινωνίας μεταξύ των στοιχείων τους, στην προστασία του απορρήτου των χρηστών

μέσω της επεξεργασίας των δεδομένων τους στο Edge και, κατά συνέπεια, της αποφυγής

της μεταφοράς ευαίσθητων δεδομένων σε όλο το δίκτυο με σκοπό την επεξεργασία στο

Cloud. Το NSUP μπορεί επίσης να παρέχει δυναμική ασφάλεια όπου τα στοιχεία ασφαλείας

προστίθενται δυναμικά στην υπηρεσία XR.

Τέλος, ο αγωγός AMF και CI/CD, που παρέχεται από το CHARITY, είναι το σημείο

εισόδου των παρόχων και προγραμματιστών XR στην πλατφόρμα CHARITY. Μεταξύ άλλων,

το AMF χρησιμοποιείται για τον καθορισμό του σχεδιαγράμματος των υπηρεσιών XR και για

την εκκίνηση, τη διακοπή, την τροποποίηση και τη διαμόρφωση των εκτελούμενων

υπηρεσιών XR. Ενώ η διεκπεραίωση σε μορφή CI/CD χρησιμοποιείται για να διασφαλιστεί

ότι η ανάπτυξη μιας νέας υπηρεσίας XR ή/και μιας νέας έκδοσης μιας υπηρεσίας που

εκτελείται δεν θα προκαλέσει υποβάθμιση της ποιότητας για αυτήν την υπηρεσία XR ή

οποιαδήποτε άλλη ταυτόχρονη υπηρεσία XR. Περισσότερες λεπτομέρειες για την

αρχιτεκτονική CHARITY μπορείτε να βρείτε εδώ  [17].

2.4. Ενορχήστρωση Cloud και Edge υποδομών

Οι απομακρυσμένοι πόροι και οι μικροϋπηρεσίες θεωρούνται σε μεγάλο βαθμό ως η

κατάλληλη λύση για την αποτελεσματική ανάπτυξη και διαχείριση νέων εφαρμογών στα

πλαίσια μιας υβριδική υποδομής Edge και Cloud. Αυτό πιθανότατα θα οδηγήσει σε ένα

μοντέλο εφαρμογής Cloud πολλαπλών συστατικών όπου τα στοιχεία ενώ ανήκουν σε

ετερογενή περιβάλλοντα μπορούν να διαχειρίζονται από έναν κεντρικού υπολογιστή.

Η πρωταρχική ανάγκη που προκύπτει σε ένα τέτοιο σύστημα είναι η ενορχήστρωση

της ανάπτυξης των διαφόρων συστατικών του, έτσι ώστε να ικανοποιούνται όλες οι

εξαρτήσεις μεταξύ των συστατικών. Μετά την ανάπτυξη, πρέπει να υπάρχουν μηχανισμοί

παρακολούθησης και ανάκτησης για την αντιμετώπιση πιθανών δυσλειτουργιών που

ενδέχεται να παρουσιάσουν κάποια εξαρτήματα .

Προηγούμενα πειράματα έχουν αναφέρει διάφορα σενάρια με εφαρμογές που έχουν

αναπτυχθεί σε διαφορετικούς παρόχους IaaS και PaaS και δείχνουν ότι σχεδόν το είκοσι τοις

εκατό των σεναρίων παρουσίασαν κάποια αποτυχία. Άλλες εργασίες έχουν δείξει ότι όσο

μεγαλύτερος είναι ο αριθμός των στοιχείων που σχηματίζουν μια εφαρμογή, τόσο
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μεγαλύτερη είναι η πιθανότητα να αποτύχει η ανάπτυξή της, λόγω κάποιας πιθανής

δυσλειτουργίας ενός εκ των στοιχείων της.

Ωστόσο, η μέχρι στιγμής διαθέσιμη υποστήριξη για λειτουργίες εφαρμογών Cloud και

την επαναφορά τους από δυσλειτουργίες δεν είναι ακόμη πλήρως αυτοματοποιημένη.

Συνήθως, οι φόρτοι εργασίας επανεκκινούνται χειροκίνητα, ίσως σε ένα νέο μηχάνημα που

βασίζεται σε εργαλεία όπως το Chef ή το Puppet, κάτι που απαιτεί σημαντική χειροκίνητη

παρέμβαση. Οι αυτοματοποιημένες λύσεις που προσφέρονται από την Amazon, την Google

ή το Azure μπορεί να εκτελούν επαρκώς στον έγκαιρο εντοπισμό της αποτυχίας, αλλά τα

μέτρα μετριασμού των συνεπειών της περιορίζονται στη διακοπή της οντότητας που

παρουσίασε την δυσλειτουργία και στη δημιουργία μιας νέας. Αυτές οι διαδικασίες

περιορίζονται σε εξαρτήματα που αναπτύσσονται χρησιμοποιώντας συγκεκριμένες λύσεις και

δεν λαμβάνονται υπόψη άλλες εξαρτήσεις εκτός από τους σχετικούς όγκους αποθήκευσης.

2.5 Οι πέντε πυλώνες του CHARITY

Α. Τοποθέτηση υπηρεσιών:

Για την οποία απαιτείται ένα πλαίσιο Ενορχήστρωσης με επίγνωση πόρων (Artificial

Intelligence Resource Orchestrator) (AIRO) βασισμένο σε τεχνητή νοημοσύνη. Το πλαίσιο

AIRO [18] αξιοποιεί την έννοια του ZSM, την εγγενή χρήση του Cloud και τις τεχνικές

Μηχανικής Μάθησης για την αποτελεσματική διαχείριση πόρων δικτύου και υπολογιστών. Η

λειτουργία του εν λόγω πλαισίου απεικονίζεται στο Σχήμα 2.
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Σχήμα 2: Η λειτουργία του Artificial Intelligence Resource Orchestrator.

Το πλαίσιο AIRO υλοποιείται με την ανάπτυξη ενός μηχανισμού παρακολούθησης και

διαχείρισης. Ο μηχανισμός αυτός στεγάζεται στον κύριο κόμβο κάθε συμπλέγματος (cluster)

κόμβων προκειμένου να δημιουργηθεί ένας ενιαίος τομέας διαχείρισης.

Β. Primitives βασισμένα σε GPU που υποστηρίζουν τοποθέτηση υπηρεσιών που με

τη χρήση τεχνητής νοημοσύνης:

Λόγω της συνεχούς φόρτου χρειάζεται ένα σύστημα μηχανικής μάθησης για να κάνει το

AIRO πλήρως προσαρμοστικό.
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Γ. Αποκεντρωμένη διαχείριση αντιγράφων υπηρεσίας:

Εφόσον μπορούμε να θεωρήσουμε ότι το Edge σύστημα αποτελείται από οντότητες με μια

συγκεκριμένη γεωγραφική θέση που αντιπροσωπεύει μια μικρή έως μεσαία δεξαμενή

δυνητικά ετερογενών πόρων, απαιτείται ένας αποκεντρωμένος μηχανισμός για τον έλεγχο

του αριθμού των αντιγράφων εφαρμογών της ίδιας υπηρεσίας σε μια πλατφόρμα Edge

Computing, τηρώντας παράλληλα τις ζητούμενες απαιτήσεις QoE και QoS.

Δ. Παρακολούθηση και πρόβλεψη:

Η παρακολούθηση περιλαμβάνει τη διαδικασία συλλογής, ανάλυσης και χρήσης

πληροφοριών συστηματικά, που παρέχει τη συνεχή απεικόνιση και εκτίμηση της κατάστασης

και της προόδου μιας εφαρμογής, υπηρεσίας ή υποδομής. Μια τέτοια συνεχής διαδικασία

παρακολούθησης παρέχει έναν τρόπο ανάλυσης του περιβάλλοντος για να ελεγχθεί εάν οι

εφαρμογές και η υποδομή λειτουργούν όπως προβλέπεται. Πράγματι, η παρακολούθηση του

περιβάλλοντος σε πραγματικό χρόνο επιτρέπει, για παράδειγμα, την ελαχιστοποίηση του

χρόνου απόκρισης σε περιστατικά (π.χ. τον εντοπισμό και τον μετριασμό των συνεπειών των

επιθέσεων στον κυβερνοχώρο).

Στο παρελθόν, αυτή η παρακολούθηση χρησίμευε ουσιαστικά ως υποστήριξη στη

διαδικασία λήψης αποφάσεων για μη αυτόματες ενέργειες διαχείρισης υπηρεσιών και

υποδομών, αλλά επί του παρόντος, μόλις συμβεί κάτι εκτός της αναμενόμενης

συμπεριφοράς, είναι δυνατό να ληφθούν οι κατάλληλες ενέργειες και αποφάσεις. Καθώς

προχωράμε σε πιο περίπλοκα και απαιτητικά σενάρια, οι αλγόριθμοι παρακολούθησης και

αργότερα, οι αλγόριθμοι πρόβλεψης αποκτούν μια εντελώς νέα σημασία στην

ενορχήστρωση και τη διαχείριση του κύκλου ζωής των εφαρμογών επόμενης γενιάς. Αυτοί οι

μηχανισμοί εξαρτώνται σε μεγάλο βαθμό από μια ολοκληρωμένη προσέγγιση

παρακολούθησης σε πραγματικό χρόνο και από την ποιότητα των μετρήσεων που

συλλέγονται.

Ε. Ενορχήστρωση με γνώμονες την ασφάλεια και την διασφάλιση της ιδιωτικότητας:

Καθώς η ενορχήστρωση και ο προγραμματισμός των υπηρεσιών XR αποτελούν τον πυρήνα

της αρχιτεκτονικής, η ασφάλεια για την παροχή υπηρεσιών από άκρο σε άκρο γίνεται μια

σημαντική πτυχή. Εκτός από την βασική ασφάλεια της εφαρμογής και την εγγενή ασφάλεια

που παρέχει το Cloud, επιτυγχάνουμε ασφαλή ενορχήστρωση σε τρία μέρη:
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i Ασφαλής εκτέλεση: πειραματιζόμαστε με ασφαλή εκτέλεση λειτουργιών σε

αξιόπιστα περιβάλλοντα εκτέλεσης για τη διασφάλιση του απορρήτου των

χρηστών που έχουν πρόσβαση σε εφαρμογή που στεγάζεται στο Cloud-Edge

συνεχές.

ii Ασφάλεια μικρουπηρεσίων: αναπτύχθηκε για την εύρεση του ελάχιστου συνόλου

δυνατοτήτων που χρειάζονται τα containers για την σωστή εκτέλεση των

εφαρμογών τους, ελαχιστοποιώντας παράλληλα τις αλληλεπιδράσεις τους με τον

πυρήνα του λειτουργικού συστήματος. Αυτό το εργαλείο ενσωματώθηκε στη δομή

του ενορχηστρωτή για να εκτελεί τόσο στατική όσο και δυναμική ανάλυση των

μικροϋπηρεσιών κατά την εκτέλεση εργασιών.

iii Χρήση προγραμματιζόμενων διακοπτών: Οι συμβατικοί διακόπτες στο δίκτυο

αντικαθίστανται από προγραμματιζόμενους διακόπτες. Αξιοποιούμε αυτές τις

επερχόμενες εξελίξεις για να σχεδιάσουμε και να αναπτύξουμε λειτουργίες που

μπορούν να αναπτυχθούν μέσα στους διακόπτες για τον εντοπισμό τυχόν

ανωμαλιών κατά την ενορχήστρωση.

2.6 Ενέργεια, δεδομένα και αποδοτικοί υπολογιστικοί μηχανισμοί για την υποστήριξη

δυναμικά προσαρμοζόμενων υπηρεσιών και υπηρεσιών ενημέρωσης δικτύου

Α. Νέες υπηρεσίες δεδομένων για εφαρμογές AR και VR.

Οι εφαρμογές VR και AR UC του CHARITY απαιτούν εξειδικευμένες υπηρεσίες

δεδομένων για την επίτευξη των στόχων τους. Η ανάπτυξη αυτών των εργασιών απαιτεί

σημαντική προσπάθεια, ενώ η απόδοση των υπάρχουσων λύσεων είναι ανεπαρκής για την

κάλυψη των απαιτήσεων των UC. Ως αποτέλεσμα, πρέπει να αναπτυχθούν νέοι αλγόριθμοι.

Σε αυτήν την ενότητα, περιγράφουμε εν συντομία τέτοιες υπηρεσίες δεδομένων.

Ο Ολογραφικός Βοηθός UC1.3 απαιτεί την αποτελεσματική μετάδοση μεγάλης

ποσότητας τρισδιάστατου Point Cloud από το Cloud στη συσκευή 3D Ολογραφίας. Η

συμπίεση του Point Cloud είναι ένα ενεργό ερευνητικό θέμα στη Γραφική Υπολογιστών τα

τελευταία χρόνια [19]. Παρόλα αυτά, η απόδοση των υφιστάμενων μεθοδολογιών συμπίεσης

Point Cloud μπορεί να είναι ανεπαρκής για να εγγυηθεί τον υψηλό όγκο δεδομένων που

απαιτείται από αυτό το UC για την παροχή εμπειρίας υψηλής ποιότητας. Συνεπώς πρέπει να

αναπτυχθεί ένας προσαρμοσμένος κωδικοποιητής-αποκωδικοποιητής. Στην υπό διερεύνηση

προσέγγιση, το Point Cloud απαρτίζεται από πλήθος voxel. Κάθε voxel αντιπροσωπεύει ένα
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σημείο στον τρισδιάστατο χώρο με πρόσθετες πληροφορίες που σχετίζονται με αυτό.

Ορισμένες από αυτές τις πληροφορίες αφορούν πληροφορίες ορατότητας, χρώμα, διαφάνεια

και ούτω καθεξής. Αυτό επιτρέπει την αυξομείωσης της ποιότητας της ανάλυσης του voxel

σύμφωνα με το δίκτυο και τους διαθέσιμους υπολογιστικούς πόρους. Υποθέτοντας ότι η

σκηνή δεν αλλάζει γρήγορα κατά τη διάρκεια του χρόνου, αυτός ο όγκος πληροφοριών

μπορεί να αντιμετωπιστεί ως τρισδιάστατο βίντεο και μόνο οι διαφορές μεταξύ ενός βήματος

και του επόμενου να χρειαστεί να μεταδοθούν. Η κύρια ιδέα είναι να κωδικοποιηθούν τέτοιες

διαφορές ακολουθώντας προσεγγίσεις που έχουν προκύψει από το V-PCC [20].

Το Συνεργατικό Παίγνιο Επαυξημένης Πραγματικότητας UC3.1 χρειάζεται έναν καλό

συγχρονισμό μεταξύ του υλικού περιβάλλοντος και των ενεργειών των παικτών. Για το σκοπό

αυτό χρησιμοποιούνται δύο υπηρεσίες δεδομένων, μια υπηρεσία πλέγματος (MS) που

δημιουργεί ένα πλέγμα ξεκινώντας από τα τρισδιάστατα σημεία που εξάγονται από τις

εικόνες της κάμερας και μια άλλη υπηρεσία δεδομένων που εκτιμά με ακρίβεια τη θέση και

τον προσανατολισμό των χρηστών. Η υπηρεσία αυτή ονομάζεται Localization Service (LS).

Το MS επιτρέπει στους παίκτες να αλληλεπιδρούν με το περιβάλλον με αποτελεσματικό και

διαδραστικό τρόπο. Σε ορισμένες περιπτώσεις, αυτή η υπηρεσία δεν απαιτείται, για

παράδειγμα, για smartphones με δυνατότητες 3D tracking, καθώς αυτά που διαθέτουν Lidar.

Δημιουργήθηκαν προσεγγίσεις τοπικής προσαρμογής βάσει εικόνας για να δημιουργηθεί το

LS. Ιδιαίτερα έμφαση δόθηκε σε προσεγγίσεις 3D tracking με βάση τη δομή, καθώς μέσω

αυτού είναι δυνατή η τρισδιάστατη ανακατασκευή του περιβάλλοντος. Στο συγκεκριμένο

πλαίσιο αυτού του UC, η απαιτούμενη ακρίβεια είναι υψηλότερη από τις συνηθισμένες

εφαρμογές οπτικού εντοπισμού, αλλά δεν παρουσιάζονται τυπικά προβλήματα όπως

πιθανές αλλαγές καιρού ή φωτισμού, επειδή μπορούμε να υποθέσουμε ότι το περιβάλλον

του παιχνιδιού δεν αλλάζει πολύ από την πρώτη απεικόνιση. Οι σύγχρονες προσεγγίσεις

Βαθιάς Μάθησης από άκρο σε άκρο [21], [22] παρέχουν καλές εκτιμήσεις αλλά δεν

γενικεύουν ικανοποιητικά. Είναι απαραίτητο να γίνουν εργασίες για τη βελτίωση της

γενίκευσης εκμεταλλευόμενοι την υπολογιστική ικανότητα του Cloud για να μπορούν να

συντονιστούν τα δίκτυα εν μέσω των διαφόρων διεργασιών και να εξασφαλιστεί εξαιρετικά

ακριβή εκτίμηση θέσης και προσανατολισμού.
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Β. Αποτελεσματικοί μηχανισμοί αποθήκευσης και προσωρινής αποθήκευσης.

Στο edge computing, ένας μεγάλος όγκος δεδομένων παράγεται και καταναλώνεται

από διάφορες Edge εφαρμογές. Μία από τις βασικές προκλήσεις στην ανάπτυξη εφαρμογών

στο Edge είναι η αποτελεσματική κοινή χρήση δεδομένων μεταξύ των πολλαπλών Edge

υπολογιστών-πελατών. Η κοινή χρήση δεδομένων μπορεί να πραγματοποιηθεί εντός

μεμονωμένων πλαισίων εφαρμογών ή μέσω μιας εξωτερικής υπηρεσίας αποθήκευσης. Η

αποθήκευση στο Edge μπορεί να βελτιώσει σημαντικά την πρόσβαση στα δεδομένα, η

οποία με τη σειρά της εξυπηρετεί εφαρμογές ευαίσθητες σε καθυστέρηση. Παρά τις

πρόσφατες εξελίξεις στην κλάδο της παροχής λύσεων αποθήκευσης στο Edge, απομένουν

ακόμη ζητήματα που πρέπει να αντιμετωπιστούν. Μερικά από αυτά τα ζητήματα σχετίζονται

με τις μη λειτουργικές απαιτήσεις των εφαρμογών που βασίζονται σε Cloud. Επιπλέον, οι

Edge κόμβοι έχουν γενικά περιορισμένους πόρους υπολογισμού, αποθήκευσης, δικτύου ή

ισχύος και το κατανεμημένο, δυναμικό και ετερογενές περιβάλλον στο Edge μαζί με τις

διαφορετικές απαιτήσεις της εφαρμογής θέτει αρκετές προκλήσεις.

Για να αντιμετωπιστούν αυτά τα ζητήματα, πρέπει να αξιοποιηθεί η βασική υποδομή

και να επεκταθούν ή να ενσωματωθούν μερικές από τις πιο εξέχουσες λύσεις λογισμικού

όπως το MinIO, το OpenStack Swift και το CEPH με υπηρεσίες αποθήκευσης που

βασίζονται σε Cloud. Ωστόσο, χρειάζεται μια πιο περίπλοκη λύση για να αντιμετωπιστεί η

εγγενής αναξιοπιστία των Edge συσκευών. Η έρευνα για την αποτελεσματική τοποθέτηση

δεδομένων διαδραματίζει εξέχοντα ρόλο στην ανάπτυξη μιας αξιόπιστης λύσης

αποθήκευσης στο Edge με την ασφάλεια να εμφανίζεται ως συνεχής ανησυχία όταν

ετερογενή συστήματα αποθήκευσης σε κόμβους Edge και Cloud πρέπει να ανταλλάσσουν

δεδομένα. Επιπλέον, όσον αφορά τη διαχείριση πόρων, παρουσιάζονται πολλές προκλήσεις

σχετικά με την προσαρμογή στα δυναμικά περιβάλλοντα και τη βελτιστοποίηση μεγάλης

κλίμακας εξαιτίας της ανάγκης για συνεργασία μεταξύ μεγάλου αριθμού παρόχων Edge

πόρων. Η βιβλιογραφία παρουσιάζει πολλαπλές επιλογές σχετικά με αυτά τα θέματα. Οι

αποφάσεις σχεδόν σε πραγματικό χρόνο μπορούν να βελτιωθούν αισθητά μετακινώντας τα

στοιχεία που εκτελούν τις αναλύσεις πιο κοντά στα δεδομένα. Ως αποτέλεσμα, οι Edge

αρχιτεκτονικές μπορούν να μειώσουν τον όγκο των δεδομένων που διασχίζουν το δίκτυο,

ελαχιστοποιώντας έτσι την καθυστέρηση και το συνολικό κόστος.

Μεταξύ των πιο σχετικών εργασιών, υπάρχει μια πολυεπίπεδη προσέγγιση για τη

διαχείριση της αποθήκευσης δεδομένων και ένας προσαρμοστικός αλγόριθμος που

υπολογίζει δυναμικά την αντιστάθμιση μεταξύ της ποιότητας και της ποσότητας δεδομένων

που είναι αποθηκευμένα στο Edge και στο Cloud [23]. Όσον αφορά το ερώτημα ποια μέρη
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των δεδομένων πρέπει να μεταφορτωθούν στο Cloud, προτείνεται ένα μοντέλο

κατανεμημένου συστήματος αποθήκευσης πολλαπλών επιπέδων για Edge υπολογιστές [24],

το οποίο βασίζεται σε έναν αλγόριθμο αντικατάστασης πολλαπλών παραγόντων LFU (Last

Frequency Used).

Επιπλέον, η προσωρινή αποθήκευση στην άκρη μπορεί να βελτιώσει σημαντικά τη

διαθεσιμότητα δεδομένων, την δυνατότητα ανάκτησης και να μειώσει τον απαιτούμενο χρόνο

παράδοσης [25] . Ως εκ τούτου, απαιτούνται αποτελεσματικά σχήματα μάθησης για

δεδομένα μεγάλου όγκου και υψηλών διαστάσεων, προκειμένου να σχεδιαστούν

αποτελεσματικοί προληπτικοί αλγόριθμοι προσωρινής αποθήκευσης. Όσον αφορά την

ασφάλεια, η πιο δημοφιλής επιλογή είναι η χρήση blockchains. Οι σκέψεις σχετικά με τη

χρήση τεχνολογιών και εργαλείων blockchain για την εφαρμογή ενός αποτελεσματικού

συστήματος αποθήκευσης στο Edge υπάρχουν εδώ και αρκετό καιρό [26]. Η πρόθεση είναι

να αντιμετωπιστούν θέματα όπως η αξιοπιστία του δικτύου και η κατανομή της αποθήκευσης

και του υπολογισμού σε μεγάλο αριθμό κατανεμημένων Edge κόμβων με ασφαλή τρόπο.

Η κατευθυντήρια αρχή στο CHARITY είναι η εφαρμογή ενός υβριδικού πλαισίου

αποθήκευσης σε Cloud και Edge, το οποίο είναι κατανεμημένο σε ετερογενείς κόμβους Edge

και Cloud με βάση ορισμένες έξυπνες αποφάσεις σχετικά με την τοποθέτηση δεδομένων, την

προσωρινή αποθήκευση δεδομένων και τις εκτιμήσεις σχετικά με την απόδοση (QoE) και την

ασφάλεια. Επιπλέον δίνεται έμφαση στην επίλυση του προβλήματος της διανομής των

δεδομένων και της εκφόρτωση με βάση τις απαιτήσεις των εφαρμογής του CHARITY. Καθώς

οι παραδοσιακοί αλγόριθμοι LFU που χρησιμοποιούνται στο Edge λαμβάνουν υπόψη μόνο

τη συχνότητα πρόσβασης των δεδομένων, το CHARITY θα δανειστεί ιδέες για την

αξιολόγηση της «σημασίας» των δεδομένων από διάφορους τομείς, συμπεριλαμβανομένων

των καταστημάτων κατανεμημένων δεδομένων με ανοχή σε σφάλματα, βελτιώνοντας έτσι

την απόδοση του αποθηκευτικού χώρου.

Επιπλέον, το CHARITY θα παρέχει βελτιστοποιημένη προ-ανάκτηση και τοποθέτηση

δεδομένων μέσω έξυπνων μηχανισμών εισαγωγής που είναι σε θέση να προσδιορίσουν το

σωστό χρονικό πλαίσιο κατά το οποίο τα δεδομένα θα πρέπει να προ-ανακληθούν στο Edge,

διατηρώντας τα σε προσωρινή μνήμη. Θα χρησιμοποιηθούν μηχανισμοί μηχανικής μάθησης

και προγνωστικής ανάλυσης, με στόχο τη δημιουργία ενός πιο συγκεκριμένου μοντέλου

πρόβλεψης, βελτιστοποιώντας έτσι τη διαδικασία εκφόρτωσης και αποτρέποντας τη

δημιουργία σημείων συμφόρησης και παραβιάσεων στις QoS και QoE απαιτήσεις της

πλατφόρμας. Επιπλέον, θα χρησιμοποιηθούν αποτελεσματικά σχήματα που βασίζονται σε

μηχανική μάθηση προκειμένου να παρέχεται ένας νέος τρόπος ανάπτυξης της προσωρινής

αποθήκευσης στο Edge. Τέλος, η ενσωμάτωση του blockchain και του Edge computing θα
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αποφέρει κάποια οφέλη όσον αφορά την ασφάλεια, το απόρρητο και την αυτόματη χρήση

πόρων.

Γ. Δικτύωση ευαίσθητη σε καθυστέρηση και ευαίσθητη στο εύρος ζώνης.

Στο CHARITY, στόχος είναι η ανάπτυξη ενός δυναμικού πλαισίου δρομολόγησης

πολλαπλών διαδρομών για τη βελτίωση της επικοινωνίας από άκρο σε άκρο στο πλαίσιο

των αυστηρών απαιτήσεων των AR, VR και βασισμένων σε ολογραφία εφαρμογών. Για να

γίνει αυτό, είναι απαραίτητο να αναπτυχθούν μηχανισμοί που μπορούν να διευκολύνουν τον

προγραμματισμό και τη δρομολόγηση της κυκλοφορίας που είναι ευαίσθητη σε καθυστέρηση

και/ή ευαίσθητη στη διαθεσιμότητα εύρους ζώνης. Το εξάρτημα που θα είναι υπεύθυνο για

την παροχή αυτών των λειτουργιών αναφέρεται ως ο μηχανισμός ευφυούς δρομολόγησης

της κυκλοφορίας. Ο μηχανισμός Ευφυούς Δρομολόγησης της Κυκλοφορίας αξιοποιεί

πληροφορίες σχετικά με τις διάφορες ροές κυκλοφορίας, την τοπολογία του δικτύου και την

κατάσταση του δικτύου, προκειμένου να καθιερώσει λειτουργίες δρομολόγησης και

προγραμματισμού κυκλοφορίας με τρόπο που να συμμορφώνεται με τις QoS απαιτήσεις. Οι

απαιτούμενες πληροφορίες που σχετίζονται με τις ροές κυκλοφορίας είναι οι αντίστοιχες

απαιτήσεις πηγής, προορισμού και QoS. Επιπλέον, ο μηχανισμός Ευφυούς Δρομολόγησης

Κυκλοφορίας θα καταναλώνει προβλέψεις φόρτου δικτύου που παρέχονται από έναν

αποκλειστικό μηχανισμό Πρόβλεψης Φόρτου Δικτύου. Μια πρώτη έκδοση του μηχανισμού

αυτού θα υλοποιηθεί στη συνέχεια αυτής της διπλωματικής εργασίας.

Ο Έξυπνος Μηχανισμός Δρομολόγησης Κυκλοφορίας αξιοποιεί τα πρότυπα Software

Defined Networking (SDN) προκειμένου να έχει πρόσβαση σε ζωτικής σημασίας

πληροφορίες σχετικά με την κίνηση και την τοπολογία του δικτύου. Ο ελεγκτής SDN μπορεί

να χρησιμοποιήσει Northbound APIs για να δημιουργήσει επικοινωνία με το επίπεδο

εφαρμογής και Southbound API, όπως το OpenFlow, για να επικοινωνήσει με τις συσκευές

προώθησης. Αυτά τα κανάλια επικοινωνίας επιτρέπουν στον ελεγκτή SDN να εξετάσει την

κατάσταση του δικτύου και τις πληροφορίες που σχετίζονται με τη ροή και στη συνέχεια να

τροποποιήσει τους πίνακες ροής των συσκευών προώθησης ανάλογα. Επιπλέον, ο

Έξυπνος Μηχανισμός Δρομολόγησης Κυκλοφορίας είναι σχεδιασμένος ώστε για να αξιοποιεί

τη Βαθιά Ενισχυτική Μάθηση (Deep Reinforcement Learning) (DRL) προκειμένου να διεξάγει

αυτές τις λειτουργίες με τον βέλτιστο τρόπο που είναι σύμφωνος με τις απαιτήσεις QoS. Ο

κεντρικός έλεγχος που παρέχεται από το SDN βελτιώνει σημαντικά την ποιότητα της

διαδικασίας δρομολόγησης, επιτρέποντας τη δημιουργία κεντρικών πολιτικών δικτύου και

στη συνέχεια τη μεταφορά των πολιτικων αυτών στις συσκευές προώθησης. Η διαμόρφωση
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του Χώρου Δράσεων του DRL πράκτορα έχει σχεδιαστεί με τρόπο που είναι σύμφωνος με τα

πρότυπα του SDN.

Αν και έχουν γίνει πολυάριθμες επιστημονικές προσπάθειες σχετικά με τη χρήση

προτύπων που βασίζονται σε DRL στο πλαίσιο του SDN [27], μόνο μερικά από αυτά έχουν

σχεδιαστεί για να εξυπηρετούν τη δρομολόγηση πολλαπλών διαδρομών λαμβάνοντας

υπόψη τους περιορισμούς QoS [28]. Το CHARITY στοχεύει να διευρύνει στην υπάρχουσα

επιστημονική βιβλιογραφία [29] όσον αφορά την ανάπτυξη δομών που βασίζονται σε DRL με

επίγνωση του QoS που υποστηρίζουν δρομολόγηση πολλαπλών διαδρομών. Για το σκοπό

αυτό, ο Χώρος Δράσεων θα πρέπει επίσης να μοντελοποιηθεί με τρόπο που να μπορεί να

αντικατοπτρίζει σωστά την πολυπλοκότητα της δρομολόγησης πολλαπλών διαδρομών.

Επιπλέον, ο Χώρος Καταστάσεων πρέπει να υλοποιηθεί με τρόπο που να περιλαμβάνει τις

προβλέψεις κυκλοφορίας. Με αυτόν τον τρόπο, είναι δυνατό να καταστεί δυνατή η δυναμική

δημιουργία πολιτικών που λαμβάνουν υπόψη την αναμενόμενη μελλοντική κατάσταση του

δικτύου καθώς και την τρέχουσα. Τέλος, ο Έξυπνος Μηχανισμός Δρομολόγησης

Κυκλοφορίας θα αξιοποιήσει επίσης τα Νευρωνικά Δίκτυα Γράφων (Graph Neural Networks)

(GNN) προκειμένου να βελτιώσει την αποτελεσματικότητα των αλγορίθμων δρομολόγησης

που βασίζονται σε DRL [30]. Η χρήση GNN θα επιτρέψει στις δομές του δικτύου να

αναπαρασταθούν με πιο ακριβή τρόπο, ενσωματώνοντας σωστά τις περίπλοκες σχέσεις που

δημιουργούνται στις δομές που βασίζονται σε γραφήματα.

2.7 Ένα πλαίσιο κατάλληλο για τη διαχείριση των εφαρμογών

Μαζί με την παροχή προηγμένων ενεργοποιητών υπηρεσιών XR, το CHARITY έχει

στόχο να καταστήσει αυτές τις βελτιωμένες δυνατότητες όσο το δυνατόν πιο προσιτές και

εύχρηστες στους προγραμματιστές εφαρμογών XR, για να υποστηρίξουν βελτιώσεις στον

κύκλο ανάπτυξης των εφαρμογών XR, όσον αφορά την ταχύτητα, το κόστος και την

αποτελεσματικότητα. Το Application Management Framework (AMF) θα είναι ένα στοιχείο

που θα επιτρέπει την πρόσβαση σε αυτές τις δυνατότητες. Η ραχοκοκαλιά του είναι το

μοντέλο CI/CD (Continuous Integration/Continuous Delivery), προσαρμοσμένο και

ερμηνευμένο σύμφωνα με τις ανάγκες και τις ιδιαιτερότητες του CHARITY, ενσωματωμένο με

την ανάπτυξη προσαρμοσμένων εργαλείων. Η δημιουργία σχεδίων τμημάτων του δικτύου

είναι μια βασική έννοια του CHARITY και είναι ανάλογη με τον μηχανισμό περιγραφής των

υπηρεσιών δικτύου που αναφέρεται στο [31]. Το AMF θα επιτρέψει στους προγραμματιστές
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εφαρμογών XR να σχεδιάσουν τα δικά τους αφηρημένα σχέδια τμημάτων δικτύου. Αυτοί οι

αφηρημένοι μηχανισμοί περιγραφής θα μετατρέπονται σε συγκεκριμένους μηχανισμούς

περιγραφής από ένα στοιχείο του επιπέδου ενορχήστρωσης XR υπηρεσιών, προκειμένου να

δημιουργηθούν περιγραφές που είναι έτοιμες να μετατραπούν σε αντικείμενα στην

πλατφόρμα CHARITY. Έτσι, το AMF είναι το κύριο σημείο εισόδου για τους προγραμματιστές

XR εφαρμογών προκειμένου να ορίσουν και να χειριστούν τις XR υπηρεσίες τους. Οι

ενέργειες αυτές μπορεί να περιλαμβάνουν τα ακόλουθα:

• Σχεδιασμός αφηρημένων τμημάτων δικτύου, που προορίζονται ως μείγματα

Λειτουργιών Εικονικού Δικτύου και Υπηρεσιών Δικτύου. Το μείγμα περιλαμβάνει

τεχνουργήματα που παρέχονται από το CHARITY (ενεργοποιητές XR υπηρεσιών) και

εικονικούς συνδέσμους.

• Επικύρωση σχεδιαγραμμάτων τμημάτων δικτύου που δημιουργούνται.

• Εγγραφή και αποθήκευση σε κοινό αποθετήριο (XR Service Blueprint Templates

Repository).

• Ενημέρωση των ήδη καταχωρημένων σχεδιαγραμμάτων τμημάτων δικτύου.

Πέρα από τη δημιουργία και τη διαχείριση σχεδιαγραμμάτων, η AMF επιτρέπει στον

προγραμματιστή XR εφαρμογών να ενσωματώσει τις εφαρμογές XR στην

πλατφόρμα CHARITY μέσω:

• Εγγραφή/Ενσωμάτωση XR εφαρμογής. Αυτό το μέρος περιλαμβάνει τη

μεταφόρτωση των στοιχείων της εφαρμογής σε ένα κοινόχρηστο αποθετήριο,

συνοδευόμενο από μια κατάλληλη αφηρημένη περιγραφή.

• Ορισμός προτύπων μοντέλων εφαρμογών που περιγράφουν τα διαφορετικά

στοιχεία της εφαρμογής, μαζί με την περιγραφή της διασύνδεσης και της

διαλειτουργικότητάς τους.

• Επικύρωση των σύνθετων εφαρμογών σε ένα διαχωρισμένο περιβάλλον

δοκιμών, σύμφωνα με τις δοκιμές που έχουν οριστεί από τους XR Application

Developers.

• Διαχείριση δυναμικών αλλαγών στο μοντέλο της εφαρμογής κατά την

εκτέλεση της εφαρμογής, συμπεριλαμβανομένων ενημερώσεων σε ήδη εκτελούμενες

μικροϋπηρεσίες. Αυτό συμπεριλαμβάνει και τη δυνατότητα προσθήκης νέων

μικροϋπηρεσιών ή παροπλισμού των ήδη εκτελούμενων, διατηρώντας την

απαιτούμενη συνέπεια με τα αποθετήρια αφηρημένων μοντέλων εφαρμογής.
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Κάθε περιγραφόμενο τεχνούργημα, που θα πρέπει να επικυρώνεται εσωτερικά μέσω

δοκιμών, πιθανώς μαζί με εγγενή εξαρτήματα του CHARITY. Η επικύρωση θα πρέπει να

γίνεται σε περιβάλλον δοκιμής. Παραδείγματος χάρη:

• Μέσω δοκιμής ενός συστατικού (εάν παρέχεται από τους XR Application

Developers).

• Μέσω δοκιμής ενσωμάτωσης που παρέχεται από τους NextGen Application

Developers, η οποία εκτελείται με στοιχεία CHARITY (mocks ή full).

• Σάρωση ασφαλείας.

Για τη διαχείριση των XR εφαρμογών, τα στοιχεία του επιπέδου AMF θα

χρησιμοποιήσουν δύο προσεγγίσεις: χαλαρά συζευγμένες διεπαφές με το επίπεδο

ενορχήστρωσης XR υπηρεσιών για την υλοποίηση ενός μηχανισμού δημοσίευσης/εγγραφής

και ορισμένους κοινόχρηστους χώρους αποθήκευσης για την αποθήκευση τεχνουργημάτων

που δημιουργούνται από το AMF και αντίστροφα.
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3. Πρόβλεψη χρήσης πόρων σε Edge συστήματα

Κατά την τελευταία δεκαετία, υπήρξε μια αυξανόμενη ανάγκη να έρθουν η

επεξεργασία και τα δεδομένα πιο κοντά στις συσκευές όπου παράγονται [32]. Αυτές οι

συσκευές μπορεί να περιλαμβάνουν έξυπνα αντικείμενα, κινητά τηλέφωνα, πύλες δικτύου

και αισθητήρες Internet of Things (IoT). Αυτό το κατανεμημένο υπολογιστικό μοντέλο, που

ορίζεται ως Edge, στοχεύει στο να δημιουργήσει αποκεντρωμένες τοπολογίες και να

επιτρέψει τη μετεγκατάσταση διαφόρων υπολογιστικών και αποθηκευτικών πόρων πιο κοντά

στην άκρη του δικτύου. Με αυτόν τον τρόπο, αναμένεται να παρέχει παράδοση υπηρεσιών

και εξαργύρωση περιεχομένου σε καλύτερους χρόνους απόκρισης και ταχύτητες μεταφοράς.

Κατά την εξέταση της φύσης και των απαιτήσεων των σύγχρονων εφαρμογών γίνεται

σαφές ότι η εκτέλεσή τους σε αποτελεσματικά ενορχηστρωμένους κόμβους επεξεργασίας

είναι μείζονος σημασίας προκειμένου να πληρούνται τα πρότυπα Ποιότητας Υπηρεσίας

(QoS) που ορίζει ο κλάδος. Πιο συγκεκριμένα, η αύξηση των συσκευών IoT στην άκρη του

δικτύου έχει ως αποτέλεσμα την παραγωγή τεράστιων ποσοτήτων δεδομένων και φόρτου

εργασίας [33]. Αυτή η πρωτόγνωρη κατάσταση γέννησε την ανάγκη για μια ευφυή και

προσαρμοστική διαχείριση των υπολογιστικών πόρων [34], οι οποίοι είναι σε θέση να

παρέχουν υψηλή απόδοση και χαμηλή καθυστέρηση με τον περιορισμό ότι οι κόμβοι

επεξεργασίας στην άκρη είναι περιορισμένοι σε αριθμό.

Υπηρεσίες ενορχήστρωσης στα πλαίσια του Edge Computing, όπως η εκφόρτωση

εργασιών και η προσαρμοστική κατανομή πόρων μπορούν να κάνουν καλύτερη χρήση των

κόμβων επεξεργασίας με ένα μηχανισμό πρόγνωσης της χρήσης των πόρων. Η κύρια

περιοχή εστίασης είναι η ένταση με την οποία λειτουργούν η CPU, η μνήμη RAM, το εύρος

ζώνης και ο δίσκος. Αυτές οι μετρήσεις έχουν τιμές που παρουσιάζουν διασταυρούμενη

συσχέτισης, καθιστώντας λογική επιλογή την προσέγγιση με χρήση χρονοσειρών [35]. Ένα

μοντέλο πολλαπλής παλινδρόμησης επαναλαμβανόμενου νευρωνικού δικτύου (RNN)

[36]που αξιοποιεί τα χαρακτηριστικά χρονοσειρών μέσω των Gated Recurrent Units (GRU)

[37] μπορεί να είναι μια εξέχουσα λύση για την πρόβλεψη των μετρήσεων πόρων.

Τα προαναφερθέντα γεγονότα αποτέλεσαν κίνητρο για τη δημιουργία ενός μοντέλου

GRU-RNN πολλαπλής παλινδρόμησης που προβλέπει με ενοποιημένο τρόπο τη χρήση

πόρων των Edge κόμβων επεξεργασίας, αξιοποιώντας έτσι τα χαρακτηριστικά των

χρονοσειρών τους.
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3.1 Σχετικές μελέτες στον κλάδο της πρόβλεψης χρήσης πόρων.

Πρόσφατες μελέτες έχουν δείξει ότι η πρόβλεψη χρήσης πόρων σε ένα υπολογιστικό

σύστημα Edge και Cloud μπορεί να είναι βασική προϋπόθεση για την αποτελεσματική

διαχείριση πόρων και την διασφάλιση του QoS για τους χρήστες [38]. Τα περισσότερα από

αυτά επικεντρώνονται σε στατιστικά μοντέλα, μοντέλα Μηχανικής Μάθησης και Βαθιάς

Μάθησης μοντέλα. Μερικά από αυτά αξιοποιούν τα επαναλαμβανόμενα νευρωνικά δίκτυα

(Recurrent Neural Networks) (RNN) και συγκεκριμένα το δίκτυα LSTM (Long Short Term

Memory), διαμορφώνοντας τις μετρήσεις χρήσης πόρων ως ακολουθίες δεδομένων. Αλλά

κανένα από αυτά δεν επικεντρώνεται στα πλεονεκτήματα των GRUs (Gated Recurrent Units)

σε σύγκριση με τα LSTM δίκτυα.

Ο Autoregressive Integrated Moving Average (ARIMA) είναι ένα αρκετά δημοφιλές

στατιστικό μοντέλο για την πρόβλεψη χρονοσειρών που βασίζεται στην αυτόματη

παλινδρόμηση και σταθμίζει μια σειρά από καθυστερημένες παρατηρήσεις με βάση το πόσο

πρόσφατες είναι. Το ARIMA έχει χρησιμοποιηθεί για την αποφυγή υποπαροχής ή

υπερπαροχής πόρων σε κέντρα δεδομένων . Έγινε χρήση του ARIMA στην πειραματική μας

σύγκριση που παρέχεται από τα statsmodels της python [39].

Η Μηχανική Μάθηση προσεγγίζει τη δημιουργία μοντέλων με βάση ιστορικά

δεδομένα προκειμένου να κάνει προβλέψεις σε νέες περιπτώσεις. Η Μηχανική Μάθηση

χρησιμοποιείται ευρέως σε Edge και Cloud computing για τρεις σκοπούς: (α) χαρακτηρισμό

και πρόβλεψη φόρτου εργασίας, (β) τοποθέτηση εξαρτημάτων και ενοποίηση συστήματος και

(γ) ελαστικότητα και αποκατάσταση λειτουργικότητας εφαρμογής [40]. Ενώ υπάρχουν πολλά

κλασικά μοντέλα ML διαθέσιμα στο κοινό, επιλέχθηκε για τα πειράματά να γίνει χρήση του

XGBoost [41] επειδή είναι δημοφιλές για τη νίκη στο Kaggle και σε άλλους διακεκριμένους

διαγωνισμούς Μηχανικής Μάθησης [42]. Το XGBoost χρησιμοποιεί ως επί το πλείστον

δέντρα αποφάσεων ενισχυμένα με κλίση και είναι διαθέσιμο ως βιβλιοθήκη λογισμικού

ανοιχτού κώδικα.

Ο περιορισμός των προσεγγίσεων Μηχανικής Μάθησης είναι ότι κάθε φορά που

αλλάζει η υποδομή Edge ή Cloud, η συμπεριφορά του χρήστη ή η εφαρμογή, τα νέα μοντέλα

θα πρέπει να εκπαιδεύονται από την αρχή με ανθρώπινη βοήθεια. Η αυτόματη μηχανική

μάθηση επιτυγχάνεται με έναν αυτοματοποιημένο τρόπο καθοδήγησης της διαδικασίας

εκμάθησης των μοντέλων, μεγιστοποιώντας την απόδοση, ελαχιστοποιώντας το

υπολογιστικό κόστος και χωρίς ανθρώπινη συμμετοχή. Στον τομέα του Cloud Computing, το

AUCROP [43] επιτυγχάνει την αυτοματοποιημένη χρήση κλασικών αλγορίθμων ML.

Επιπλέον, ένα αυτοματοποιημένο μετα-μοντέλο Μηχανικής Μάθησης γενικής χρήσης για
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προεπεξεργασία δεδομένων, παλινδρόμηση και συντονισμό υπερπαραμέτρων μέσω της

Bayesian βελτιστοποίησης είναι το Auto-sklearn παρουσιάζεται στο [44].

Τα RNNs είναι μια κατηγορία μοντέλων βαθιάς Μάθησης ικανών για πρόβλεψη

χρονοσειρών. Τα RNNs και συγκεκριμένα τα LSTMs έχουν χρησιμοποιηθεί με επιτυχία στο

παρελθόν για την πρόβλεψη χρήσης πόρων ξεπερνώντας το μοντέλο ARIMA στην

πρόβλεψη χρονοσειρών της χρήσης CPU [38]. Επιπλέον έχει γίνει χρήση GA-LSTM με

σκοπό τη πρόβλεψη χρήσης πόρων.

Το GRU και το LSTM έχουν πολλά κοινά. Ωστόσο, το GRU έχει απλούστερη δομή και

καλύτερη ευελιξία. Μια πειραματική σύγκριση μεταξύ αυτών των δύο παραλλαγών του RNN

είχε ζητηθεί από τους συμμετέχοντες στην προηγούμενη παρουσίασή μας στο συνέδριο [45].

Επεκτείναμε επίσης την έρευνα στον κλάδο της βελτιστοποίησης υπερπαραμέτρων

συνδυάζοντας την εξελικτική στρατηγική με τη Bayesian βελτιστοποίηση.

3.2 Η αναγκαιότητα πρόβλεψης χρήσης πόρων στα Edge Συστήματα

Η διαχείριση και η ενορχήστρωση των υπολογιστικών Edge υποδομών μπορεί να

βελτιωθεί με την πρόβλεψη των μετρήσεων χρήσης πόρων που λαμβάνουν χώρα με ένα

μοντέλο RNN. Κυρίως αυτές οι μετρήσεις είναι η CPU, η RAM, το εύρος ζώνης και η

είσοδος/έξοδος του δίσκου. Το Edge computing χαρακτηρίζεται από τη δυναμική

συμπεριφορά και την ετερογένεια των Edge κόμβων επεξεργασίας σε συνδυασμό με

περιορισμούς που εισάγονται από τις Συμφωνίες Επιπέδου Υπηρεσιών (Service Level

Agreements) (SLAs).

Η δυναμική συμπεριφορά των κόμβων ακμών οφείλεται στη διακύμανση των

αιτημάτων εφαρμογής και του φόρτου εργασίας. Ο αριθμός των αιτημάτων ανά χρονικό

διάστημα αλλάζει κατά τη διάρκεια των ημερών και πολλά περιοδικά φαινόμενα μπορεί να

τον επηρεάσουν. Η ετερογένεια σημαίνει ότι οι κόμβοι ακμών έχουν ως επί το πλείστον

διαφορετικά χαρακτηριστικά ως προς το μέγεθος της μνήμης και την υπολογιστική ισχύ.

Μπορούμε να αναλογιστούμε αυτήν την ετερογένεια λαμβάνοντας υπόψη τις διαφορετικές

γεύσεις του Raspberry Pis που είναι διαθέσιμες, συνυπάρχουν και συνεργάζονται σε μια

υποδομή αιχμής.

Τα SLAs θέτουν τους περιορισμούς απόδοσης για τους Edge κόμβους όσον αφορά

τη διαθεσιμότητα, την απόδοση και τους διαφορετικούς τύπους καθυστερήσεων. Οι πάροχοι

αιχμής αγωνίζονται για να μην παραβιαστούν τα SLAs. Έτσι, πρέπει να λαμβάνονται
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έγκαιρες και βέλτιστες αποφάσεις σχετικά με την εκφόρτωση εργασιών και την κατανομή

πόρων.

3.2.1  Προσαρμοστική κατανομή πόρων

Η απόδοση των εφαρμογών εξαρτάται στενά από τους διαθέσιμους πόρους στις συσκευές

τελικού χρήστη και στους Edge κόμβους. Προκειμένου να ξεπεραστούν οι υπολογιστικοί

περιορισμοί, είναι δυνατή η δέσμευση επιπρόσθετων υπολογιστικών Edge πόρων, οι οποίοι

χειρίζονται σωστά τον φόρτο εργασίας που δημιουργείται από τις διάφορες εργασίες.

Υπάρχουν δύο τρόποι με τους οποίους μπορεί να επιτευχθεί αυτή η λειτουργικότητα. Το

πρώτο αναφέρεται ως οριζόντια αυξομείωση και είναι η διαδικασία απόκτησης πρόσθετων

υπολογιστικών κόμβων ενδεχομένως από διαφορετικούς κεντρικούς υπολογιστές. Η δεύτερη

ονομάζεται κατακόρυφη αυξομείωση και είναι η διαδικασία αύξησης της υπολογιστικής

ικανότητας των ήδη υπάρχοντων κόμβων.

Στην περίπτωση της οριζόντιας αυξομείωσης, είναι ζωτικής σημασίας να έχουμε μια

ήδη υπάρχουσα εκτίμηση της σχετικά βραχυπρόθεσμης αναμενόμενης χρήσης των πόρων,

επειδή η δημιουργία μιας εικονικής μηχανής απαιτεί ένα χρονικό διάστημα αρκετών λεπτών.

Αυτό το ατυχές χρονικό όριο προκαλεί ένα αρκετά σημαντικό πλήγμα στην ικανότητα του

δικτύου να αντιδρά έγκαιρα σε περίπτωση ξαφνικής αύξησης στη χρήση του δικτύου.

3.2.2  Έξυπνη εκφόρτωση εργασιών

Η εκφόρτωση εργασιών αναφέρεται στη διαδικασία επιλογής συγκεκριμένων πόρων του

δικτύου για τη διαχείριση διαφόρων εργασιών, ανάλογα με τις απαιτήσεις τους. Αυτή η

διαδικασία βασίζεται στη μάλλον απλή αρχή της σωστής κατανομής του φόρτου εργασίας

μεταξύ των διαθέσιμων υπολογιστικών και αποθηκευτικών πόρων προκειμένου να

επιτευχθεί καλύτερος χρόνος απόκρισης. Ο μηχανισμός απόφασης εκφόρτωσης εργασιών,

αφού εξετάσει τη συνεχή χρήση πόρων κάθε Edge κόμβου που λειτουργεί, θα αποφασίσει

ποιος από αυτούς θα λάβει την επόμενη εργασία. Ο κύριος σκοπός της διαδικασίας επιλογής

Edge κόμβου είναι να αποφευχθεί η επιλογή ενός Edge κόμβου, ο οποίος ήδη λειτουργεί

κοντά στη μέγιστη δυνατότητα του. Επιπλέον, δεν μπορεί να μην παρατηρήσει κανείς ότι οι

λειτουργίες της έξυπνης εκφόρτωσης εργασιών και της προσαρμοστικής κατανομής πόρων

είναι στενά αλληλένδετες. Μέσω της διασφάλισης ότι οι διάφοροι Edge κόμβοι δεν

λειτουργούν κοντά στη μέγιστη δυνατή τους ικανότητα, το χρονικό πλαίσιο που το δίκτυο

μπορεί να ανταποκριθεί σε πιθανή, ξαφνική έκρηξη κίνησης διευρύνεται σημαντικά.
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3.2.3 Προληπτική ανοχή σφαλμάτων

Δεδομένου ότι το modus operandi του Edge Computing αποτελείται από έναν τεράστιο

αριθμό υπολογιστικών κόμβων που λειτουργούν ταυτόχρονα, είναι εξαιρετικά σημαντικό να

θεωρείται η δυσλειτουργία εξαρτημάτων ως κάτι το αναπόφευκτο. Με αυτόν τον τρόπο είναι

δυνατό να διασφαλιστεί ότι το δίκτυο θα συνεχίσει να λειτουργεί χωρίς διακοπή όταν ένα ή

περισσότερα από τα στοιχεία του αποτυγχάνουν. Ο κύριος τρόπος για να διασφαλιστεί ότι

ένα δίκτυο θα μπορεί να συνεχίσει να εκτελεί τη λειτουργία του ακόμη και μετά από μια

κρίσιμη αποτυχία είναι με τη χρήση εφεδρικών στοιχείων, τα οποία αντικαθιστούν αυτόματα

τα αποτυχημένα, με τρόπο που εγγυάται μη απώλεια της υπηρεσίας.

Όπως εξηγήθηκε στην προηγούμενη υποενότητα, η δημιουργία μιας νέας εικονικής

μηχανής απαιτεί μια ορισμένη περίοδο αναμονής, η οποία θα είχε σοβαρές επιπτώσεις στην

αποτελεσματικότητα του δικτύου. Έτσι, η ανοχή σφαλμάτων μπορεί να επωφεληθεί από τη

λήψη προληπτικών αποφάσεων. Σε κάθε δεδομένη στιγμή, το δίκτυο θα πρέπει να περιέχει

έναν συγκεκριμένο αριθμό υπολογιστικών κόμβων, οι οποίοι παραμένουν σε αδράνεια έως

ότου ένα από τα στοιχεία που ήδη λειτουργούν ορθά πάψει να λειτουργεί σωστά. Με τη

χρήση αλγορίθμων Μηχανικής Μάθησης είναι δυνατή η εξαγωγή πληροφοριών σχετικά με τα

πρότυπα χρήσης πόρων, των επιρρεπών στην δυσλειτουργία μηχανήματα και το χρονικό

πλαίσιο στο οποίο εμφανίζονται τα σφάλματα. Αυτό επιτρέπει την προληπτική ανοχή

σφαλμάτων για να διασφαλιστεί ότι οι λειτουργίες του δικτύου θα συνεχίσουν να λειτουργούν

αδιάκοπα και ότι το συνολικό κόστος θα περιοριστεί στο ελάχιστο.
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4. Χρήση επαναλαμβανόμενων νευρωνικών δικτύων

Ένα GRU-RNN μοντέλο προτείνεται ως ένα ακριβές και αποτελεσματικό μοντέλο

πρόβλεψης που ικανοποιεί τις ιδιαιτερότητες των μετρήσεων χρήσης πόρων αιχμής. Επειδή

οι μετρικές πόρων όπως η CPU, η RAM, ο δίσκος και το εύρος ζώνης διαμορφώνουν

ακολουθίες με υψηλή ομοιότητα, το RNN μοντέλο είναι μια κατάλληλη προσέγγιση. Το RNN

μοντέλο συνδυάζει τα πλεονεκτήματα της Βαθιάς Μάθησης με τα χαρακτηριστικά της

πρόβλεψης χρονοσειρών. Υπάρχουν διάφοροι τύποι αρχιτεκτονικών RNN. Στη προκειμένη

περίπτωση, γίνεται χρήση των GRUs επειδή μπορούν να μάθουν μακροπρόθεσμες χρονικές

εξαρτήσεις, είναι υπολογιστικά αποδοτικά και έχουν καλή απόδοση σε μικρότερα σύνολα

δεδομένων.

Η ροή εργασιών του εργαλείου πρόβλεψης της χρήσης πόρων σε ένα περιβάλλον

Edge Computing απεικονίζεται στο σχήμα 3.

Σχήμα 3: Η ροή εργασιών του εργαλείου πρόβλεψης της χρήσης πόρων σε ένα περιβάλλον

Edge Computing.

Σε πρώτο στάδιο, οι Εdge συσκευές δημιουργούν εργασίες που εκφορτώνονται μερικώς ή

πλήρως στην Edge υποδομή. Η ενορχήστρωση των Edge υπολογιστικών πόρων
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περιλαμβάνει έναν έξυπνο μηχανισμό οριζόντιας αυξομείωσης που υπολογίζει μια σχεδόν

βέλτιστη αρχιτεκτονική GRU χρησιμοποιώντας τον αλγόριθμο HBES.

Το GRU μοντέλο πρόβλεψης παρέχει την πρόβλεψη χρήσης πόρων που μπορεί να

χρησιμοποιηθεί για προσαρμοστική κατανομή πόρων ή εκφόρτωση εργασιών. Στις επόμενες

υποενότητες, θα γίνει περιγραφή της θεωρίας πίσω από τα βασικά μέρη του GRU μοντέλου

για την πρόβλεψη χρήσης πόρων.

4.1 Επαναλαμβανόμενα νευρωνικά δίκτυα

Τα τεχνητά νευρωνικά δίκτυα (Artificial Neural Networks) (ANN) μπορούν να οριστούν ως

μέσα προσέγγισης συναρτήσεων που μπορούν να αντιστοιχίζουν αναπαραστάσεις

δεδομένων χαμηλότερου επιπέδου σε αναπαραστάσεις δεδομένων υψηλότερης

διαστατικότητας. Τα RNNs είναι ένας τύπος ΑΝΝ, που αντιλαμβάνεται τη δυναμική χρονική

συμπεριφορά, συλλαμβάνοντας ακολουθίες δεδομένων και διατηρώντας την προηγούμενη

κατάσταση εισόδου.

Από αρχιτεκτονικής απόψεως, το RNN μοντέλο βασίζεται σε διάφορους κόμβους που

μοιάζουν με νευρώνες οργανωμένους σε διαδοχικά επίπεδα, όπου κάθε κόμβος συνδέεται με

κόμβους του επόμενου διαδοχικού στρώματος, διατηρώντας επαναλαμβανόμενες συνδέσεις.

Η εφαρμογή αυτής της συγκεκριμένης ιδέας επιτρέπει στις πληροφορίες που προκύπτουν

από προηγούμενες εισροές δεδομένων να επηρεάσουν τις μελλοντικές εξόδους,

καθιστώντας έτσι το RNN μια σταθερή επιλογή για μοντελοποίηση χρονοσειρών,

λαμβάνοντας υπόψην τις συμφραζόμενες πληροφορίες. Παρακολουθώντας τις Edge

υπολογιστικές υποδομές, συλλέγονται διαδοχικά δεδομένα και προβλέπονται οι μελλοντικές

μετρήσεις χρήσης πόρων από το RNN με βάση τις τρέχουσες και τις προηγούμενες τιμές

τους.

4.1.1 Long Short Term Memory

Η αρχιτεκτονική δικτύου LSTM δημιουργήθηκε για να αντιμετωπίσει το πρόβλημα της

εξαφάνισης των κλίσεων στα RNNs. Όταν αντιμετωπίζουμε ένα πρόβλημα δεδομένων

χρονοσειρών, όπως η πρόβλεψη της χρήσης πόρων, μπορούμε να λάβουμε πολύ πιο

χρήσιμες πληροφορίες αν κοιτάξουμε τα ιστορικά δεδομένα της χρήσης των μηχανημάτων

μας, αντί να κοιτάξουμε απλώς την τρέχουσα κατάστασή τους. Με αυτόν τον τρόπο,

μπορούμε να κατανοήσουμε καλύτερα έννοιες όπως η τάση, οι οποίες εξηγούνται μόνο στα

πλαίσια της παρόδου του του χρόνου. Τα LSTM, ακριβώς όπως τα απλά RNN,
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χρησιμοποιούν την Κρυφή κατάσταση για να συνδέσουν διαδοχικούς κόμβους, ώστε να

επιτρέπουν την καλύτερη αξιοποίηση των χρονικών δεδομένων. Ωστόσο, χρησιμοποιείται

επίσης μια ατομική κατάσταση, η οποία αποτελεί άλλη σύνδεση μεταξύ των κόμβων. Κάθε

μονάδα LSTM μπορεί να διαβάσει από την ατομική κατάσταση, να τη διαμορφώσει ή να την

επαναφέρει μέσω της χρήσης πυλών. Η αρχιτεκτονική των μονάδων LSTM απεικονίζεται στο

Σχήμα 4.

Σχήμα 4: Αρχιτεκτονική μονάδας LSTM.

Υπάρχουν συνολικά τρεις πύλες, καθεμία από τις οποίες κάνει χρήση μίας

σιγμοειδούς συνάρτησης. Αυτό διασφαλίζει ότι το μοντέλο παραμένει διαφοροποιήσιμο,

καθώς το σιγμοειδές επίπεδο προσφέρει ομαλές καμπύλες στην περιοχή από 0 έως 1. Κάθε

μία από τις πύλες παίρνει ως είσοδο την είσοδο του συστήματος καθώς και την κρυφή

κατάσταση του προηγούμενου χρονικού βήματος. Εκτός από τις πύλες, ένα διάνυσμα C είναι

υπεύθυνο για τη μεταφορά των υποψήφιων πληροφοριών που μπορούν να προστεθούν

στην ατομική κατάσταση. Το C χρησιμοποιεί ένα στρώμα tanh, το οποίο είναι υπεύθυνο για

τον περιορισμό του φαινομένου της εξαφάνισης της κλίσης. Έτσι, οι πληροφορίες της

εκάστοτε LSTM μονάδας μπορούν να διατηρηθούν περισσότερο χωρίς να εξαφανιστούν. Ο

τρόπος με τον οποίο επιτυγχάνεται αυτό είναι διατηρώντας τις διαβαθμίσεις μηδενικές στο

κέντρο, μεταξύ των τιμών -1 και 1.

46



Η πύλη εισόδου διαχειρίζεται τα εισερχόμενα δεδομένα και ελέγχει εάν η μνήμη της

μονάδας πρέπει να ενημερωθεί. Εφαρμόζεται στο C και το αποτέλεσμα προστίθεται στη

συνέχεια στην ατομική κατάσταση. Η σιγμοειδοποίηση της πύλης χρησιμοποιείται είτε για να

μετριάσει είτε να ενισχύσει την επίδραση που θα πρέπει να έχουν οι νέες πληροφορίες στην

ατομική κατάσταση.

Η πύλη λήθης είναι η οντότητα που είναι υπεύθυνη για την επιλογή των

πληροφοριών που θεωρούνται λιγότερο σημαντικές και την αφαίρεση τους από την ατομική

κατάσταση. Επιπλέον, η χρήση της σιγμοειδούς συνάρτησης, παράγει μια κλιμακούμενη

έξοδο για κάθε τιμή που αποθηκεύεται στην ατομική κατάσταση.

Τέλος, η πύλη εξόδου είναι το τελικό επίπεδο πριν από την παραγωγή της νέας

κρυφής κατάστασης. Χρησιμοποιεί τη σιγμοειδή συνάρτηση ως φίλτρο που θα εφαρμοστεί

στην ατομική κατάσταση αφού περάσει πρώτα από ένα επίπεδο tanh. Αφού ολοκληρωθεί

αυτή η διαδικασία, τόσο η κρυφή κατάσταση όσο και η ατομική κατάσταση συνθέτουν την

έξοδο του κελιού LSTM που θα εισαχθεί στο επόμενο χρονικό βήμα.

4.1.2 Gated Recurrent Units

Διάφορες αρχιτεκτονικές που σχετίζονται με πύλες έχουν χρησιμοποιηθεί προκειμένου να

αντιμετωπιστεί το πρόβλημα της εξαφάνισης της κλίσης που είναι μία από τις κύριες

προκλήσεις στα RNNs. Μέσω της χρήσης πυλών, το εκάστοτε νευρωνικό δίκτυο είναι σε

θέση να διατηρεί τις σημαντικές πληροφορίες και να τις τροφοδοτεί με επιτυχία στα επόμενα

χρονικά βήματα. Τα δύο πιο αξιοσημείωτα είναι τα δίκτυα Long Short Term Memory (LSTM)

και τα δίκτυα Gated Recurrent Units (GRU) [46]. Τα GRUs είναι παρόμοια με τα LSTMs. Kαι

τα δύο καταφέρνουν να αποτρέψουν το πρόβλημα της εξαφάνισης της κλίσης

χρησιμοποιώντας δομές πύλης. Αυτό που τα ξεχωρίζει είναι το γεγονός ότι τα GRUs

συνδυάζουν την πύλη λήθης και την πύλη εισόδου για να σχηματίσουν μια ενιαία πύλη

ενημέρωσης. Μειώνοντας τον αριθμό των εμπλεκόμενων πυλών, τα GRUs καταφέρνουν να

αποτελούνται από λιγότερες πολύπλοκες δομές και επομένως να είναι πιο υπολογιστικά

αποδοτικά σε σύγκριση με τα LSTMs ενώ ταυτόχρονα καταφέρνουν να έχει εξίσου καλή

απόδοση.

Τα δίκτυα GRU εμπεριέχουν και αυτά τον μηχανισμό κρυφής κατάστασης που

συνδέει μια μονάδα του δικτύου με την επόμενη, επιτρέποντας έτσι την εκδήλωση δυναμικής

χρονικής συμπεριφοράς με παρόμοιο τρόπο. Κάθε μονάδα GRU είναι ενδεικτική ενός

συγκεκριμένου βήματος χρόνου που διευκολύνει τη μεταφορά σημαντικών πληροφοριών

μέσω του χρονικού συνεχούς. Επιπλέον, περιέχει δύο διακριτές δομές πύλης. Η πρώτη
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αναφέρεται ως πύλη επαναφοράς ενώ η δεύτερη ως πύλη ενημέρωσης. Και τα δύο φέρουν

σιγμοειδή επίπεδα που παρέχουν ομαλές καμπύλες στη ζώνη 0 προς 1, διασφαλίζοντας έτσι

ότι το μοντέλο θα παραμείνει διαφοροποιήσιμο. Με τη συμπίεση των τιμών μεταξύ 0 και 1, η

σιγμοειδής ενεργοποίηση βοηθά επίσης το δίκτυο να μάθει ποια δεδομένα είναι σημαντικά ή

όχι και στη συνέχεια να τα διατηρήσει ή να τα ξεχάσει. Η λειτουργικότητα των δικτύων GRU

πραγματοποιείται με τη μορφή των παρακάτω βημάτων. Όπως εξηγήθηκε πριν, κάθε GRU

χρησιμοποιεί μια πύλη επαναφοράς και μια πύλη ενημέρωσης. Κάθε μία από αυτές τις πύλες

έχει δύο πίνακες με βάρη. Ο πρώτος αντιστοιχεί στην είσοδο ενώ ο δεύτερος αντιστοιχεί

στην κρυφή κατάσταση. Η αρχιτεκτονική των μονάδων GRU απεικονίζεται στο Σχήμα 5.

Σχήμα 5: Αρχιτεκτονική μονάδας GRU.

Η πύλη επαναφοράς της GRU είναι υπεύθυνη για να αποφασίσει ποιές από τις

προηγούμενες πληροφορίες θα ξεχαστούν. Όπως και στην περίπτωση των LSTM, το πρώτο

βήμα είναι ο πολλαπλασιασμός της εισόδου και της κρυφής κατάστασης με τα αντίστοιχα

βάρη τους. Το άθροισμα των αποτελεσμάτων του πολλαπλασιασμού στη συνέχεια διέρχεται

από ένα σιγμοειδές επίπεδο.

Η πύλη ενημέρωσης είναι υπεύθυνη για τον καθορισμό του ποιές από τις

πληροφορίες που συγκεντρώθηκαν κατά τα προηγούμενα χρονικά βήματα πρέπει να

διαβιβαστούν για μελλοντική χρήση. Από αυτή την άποψη, η συμπεριφορά της είναι αρκετά

παρόμοια με αυτή της πύλης επαναφοράς. Το πρώτο βήμα για να υλοποιήσουμε την πύλη
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ενημέρωσης απαιτεί τον πολλαπλασιασμό της εισόδου και της κρυφής κατάστασης με τα

αντίστοιχα βάρη τους. Στη συνέχεια, τα αποτελέσματα των πολλαπλασιασμών προστίθενται

και περνούν μέσα από ένα σιγμοειδές επίπεδο. Η έξοδος της πύλης ενημέρωσης θα

αναφέρεται ως u.

Το επόμενο βήμα είναι να δημιουργηθεί μια υποψήφια νέα κρυφή κατάσταση. Ομοίως

με τις πύλες επαναφοράς και ενημέρωσης, εμπλέκονται επίσης δύο πίνακες βαρών. Το

πρώτο αντιστοιχεί στην είσοδο και το δεύτερο αντιστοιχεί στην κρυφή κατάσταση. Το πρώτο

βήμα προς τη δημιουργία μιας υποψήφιας νέας κρυφής κατάστασης είναι ο

πολλαπλασιασμός της εισόδου με τα αντίστοιχα βάρη της. Το δεύτερο βήμα είναι να

υπολογίσετε το γινόμενο Hadamard με τρόπο στοιχειακού μεταξύ της κρυφής κατάστασης

και της εξόδου της πύλης επαναφοράς. Αυτή η διαδικασία είναι απαραίτητη για να καθοριστεί

το ποιές από τις πληροφορίες που συγκεντρώθηκαν κατά τη διάρκεια των προηγούμενων

χρονικών βημάτων θα αφαιρεθούν. Το γινόμενο Hadamard στη συνέχεια πολλαπλασιάζεται

με τα βάρη της κρυφής κατάστασης. Στη συνέχεια, τα αποτελέσματα των δύο

πολλαπλασιασμών αθροίζονται. Το άθροισμα διέρχεται μέσω ενός επιπέδου tanh, το οποίο

ελαχιστοποιεί τις επιπτώσεις του φαινομένου της εξαφάνισης της κλίσης. Αυτό επιτυγχάνεται

με την κατανομή των κλίσεων με επαρκή τρόπο, εντός ενός μηδενικού κέντρου εύρους. Έτσι,

επιτρέπει στις πληροφορίες να διατηρούνται περισσότερο χωρίς να εξαφανίζονται. Το προϊόν

των μέχρι τώρα λειτουργιών είναι η υποψήφια νέα κρυφή κατάσταση που θα αναφέρεται ως

h.

Για να δημιουργηθεί η νέα κρυφή κατάσταση, το πρώτο βήμα που απαιτείται είναι να

εκτελεστεί πολλαπλασιασμός βάσει στοιχείων μεταξύ της εξόδου της πύλης ενημέρωσης και

της κρυφής κατάστασης. Το δεύτερο είναι να εκτελεστεί πολλαπλασιασμός βάσει στοιχείων

μεταξύ του h και του προϊόντος που θα προκύψει από την πράξη 1−u. Η ενημερωμένη

κρυφή κατάσταση είναι το άθροισμα των δύο πράξεων πολλαπλασιασμού. Η ενημερωμένη

κρυφή κατάσταση μεταφέρεται στην επόμενη μονάδα GRU, η οποία αντιστοιχεί στο επόμενο

χρονικό βήμα.

To Σχήμα 6 απεικονίζει ένα GRU που έχει ενσωματωθεί στη διαδικασία πρόβλεψης χρήσης

πόρων.
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Σχήμα 6: GRU που έχει ενσωματωθεί στη διαδικασία πρόβλεψης χρήσης πόρων.
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5. Βελτιστοποίηση υπερπαραμέτρων

H παροχή μιας συστηματικής μεθοδολογίας για την κατασκευή μοντέλων RNN με

αυτόματο τρόπο χρησιμοποιώντας ιστορικά δεδομένα αποτελεί την πρόκληση που

πραγματεύεται αυτή η ενότητα. Η υπάρχουσες λύσεις προϋποθέτουν την δαπάνη αρκετών

ωρών για την εύρεση μιας αποδεκτής αρχιτεκτονικής κάθε φορά που αλλάζουν οι

εφαρμογές, η συμπεριφορά του χρήστη ή η Edge υποδομή. Συνεπώς, οι διαθέσιμες μέθοδοι

αυτοματισμού Μηχανικής Μάθησης εξακολουθούν να έχουν σημαντικές ελλείψεις.

5.1  Εξελικτική στρατηγική

Η Εξελικτική Στρατηγική (Evolutionary Strategy) (ES) [47] ανήκει στην κατηγορία των

εξελικτικών αλγορίθμων που είναι προσεγγίσεις μετα-ευριστικής βελτιστοποίησης με βάση

τον πληθυσμό, εμπνευσμένες από τις αρχές της βιολογικής εξέλιξης. Η διατύπωση του ES

βασίζεται σε διαδοχικές επαναλήψεις μετάλλαξης και επιλογής σε έναν πληθυσμό

υποψήφιων λύσεων. Οι υποψήφιες λύσεις, που ονομάζονται επίσης άτομα, αρχικοποιούνται

σε τυχαίες θέσεις σε ένα χώρο ν-διαστάσεων και κινούνται προς θέσεις που ελαχιστοποιούν

μια αντικειμενική συνάρτηση. Αυτές οι διαστάσεις είναι οι αριθμητικές υπερπαράμετροι

GRU-RNN που πρέπει να βελτιστοποιηθούν.

Για τις ανάγκες του για τις ανάγκες βελτιστοποίησης των υπερπαραμέτων του

GRU-RNN, χρησιμοποιήθηκε το Mean Squared Error (MSE) του υποψήφιου RNN. Σε κάθε

επανάληψη, ένας πληθυσμός από RNNs εκπαιδεύεται, αξιολογείται με βάση το MSE και τα

πιο ακριβή από αυτά μεταλλάσσονται στην επόμενη επανάληψη. Η μετάλλαξη είναι μια

στοχαστική διαδικασία που βασίζεται σε μια κανονική κατανομή που εισάγει παραλλαγές στα

άτομα με το χαμηλότερο MSE σε κάθε επανάληψη. Στην αρχή, η εξερεύνηση για

διαφορετικές υποψήφιες λύσεις είναι εντατική, κάνοντας ισχυρότερες μεταλλάξεις προς νέες

περιοχές του χώρου αναζήτησης. Σε κάθε επανάληψη, το εύρος της εξερεύνησης μειώνεται

και η εκμετάλλευση των επιλεγμένων ατόμων γίνεται πιο εντατική. Αυτό σημαίνει ότι η

μετάλλαξη εισάγει έντονες παραλλαγές στις πρώτες επαναλήψεις και το εύρος των

παραλλαγών μειώνεται καθώς η εξελικτική διαδικασία προχωρά προκειμένου να συγκλίνει σε

μια σχεδόν βέλτιστη αρχιτεκτονική RNN.

Η βελτιστοποίηση υπερπαραμέτρων μοντέλων μηχανικής μάθησης με ES σε

αντίθεση με άλλους εξελικτικούς αλγόριθμους, όπως ο Γενετικός Αλγόριθμος (GA), έχει το
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πλεονέκτημα ότι δεν συνδυάζει εκ νέου διαφορετικές τοπολογίες ANN που μπορεί να έχουν

σημαντικές αποκλίσεις στους φαινότυπους τους. Αυτό συμβαίνει επειδή η διασταύρωση

στους GA έχει τη δυσκολία ότι οι γονείς μπορεί να έχουν διαφορετικές αρχιτεκτονικές που

δεν μπορούν να ενοποιηθούν στους απογόνους τους. Ένα τυπικό παράδειγμα είναι εάν ο

ένας γονέας είναι ένα LSTM-RNN 2 επιπέδων με 6 πυκνά στρώματα και ο δεύτερος γονέας

είναι ένα GRU-RNN 2 επιπέδων με 4 πυκνά στρώματα. Οι φαινότυποι των LSTM και GRU

δεν μπορούν να ανασυνδυαστούν ομαλά. Από την άλλη πλευρά, το ES βασίζεται

αποκλειστικά σε ενδεχόμενες επιλογές και μεταλλάξεις που διεκπεραιώνουν ομαλά την

εξελικτική διαδικασία. Συγκεκριμένα, οι λειτουργίες μετάλλαξης εισάγουν παραλλαγές στους

εναπομείναντες υποψηφίους παρέχοντας την ευκαιρία να εξερευνήσουν λύσεις γειτόνων που

μπορεί να οδηγήσουν σε αυξημένη καταλληλότητα.

5.2  Bayesian βελτιστοποίηση

Η Bayesian Βελτιστοποίηση (Bayesian Optimization) (BO) [48] χρησιμοποιείται ευρέως για

την εκτίμηση υπερπαραμέτρων σε μοντέλα Βαθιάς Μάθησης. Είναι μια προφανής επιλογή

για τη διαδικασία αναζήτησης στον διαστατικό χώρο προκειμένου να βρεθούν οι κοντινές στις

βέλτιστες υπερπαράμετροι του GRU-RNN. Ο BO εξάγει επαναληπτικά νέες παρατηρήσεις

του χώρου αναζήτησης με μια συνάρτηση απόκτησης και εκτιμά την αντικειμενική συνάρτηση

με μια υποκατάστατη συνάρτηση. Όσο αυξάνεται ο αριθμός των παρατηρήσεων του BO

τόσο μεγαλύτερη είναι πιθανότητα για την εύρεση της καθολικής βέλτιστης θέσης. Ωστόσο,

θα πρέπει να λάβουμε υπόψη ότι ο αριθμός των παρατηρήσεων είναι πεπερασμένος και

υπολογιστικά δαπανηρός, επομένως η διαδικασία έξυπνης αναζήτησης θα πρέπει να

επιλέγει σημεία που μεγιστοποιούν την πιθανότητα εύρεσης μιας νέας βέλτιστης λύσης μετά

από μια αντιστάθμιση στα πλαίσια του μοντέλου εξερεύνησης και εκμετάλλευσης. Η

υποκατάστατη συνάρτηση προσεγγίζει την αντικειμενική συνάρτηση και ενημερώνεται κάθε

φορά που η αντικειμενική συνάρτηση αξιολογείται με βάση τα νέα υποψήφια σημεία. Η

συνάρτηση απόκτησης αποφασίζει πού θα ληφθεί το επόμενο δείγμα στην επαναληπτική

διαδικασία του BO, βρίσκοντας τα σημεία που μεγιστοποιούν την αναμενόμενη βελτίωση. Η

αναμενόμενη βελτίωση είναι συνάρτηση δύο παραγόντων. Ο πρώτος υπολογίζει τις περιοχές

που η υποκατάστατη συνάρτηση έχει βέλτιστα σημεία και ο δεύτερος εκτιμά τις περιοχές με

υψηλή αβεβαιότητα πρόβλεψης που δεν έχουν διερευνηθεί ακόμη αποτελεσματικά.

5.3 Υβριδική εξελικτική στρατηγική με Bayesian βελτιστοποίηση

Η βελτιστοποίηση υπερπαραμέτρων για ένα RNN είναι μια σημαντική πρόκληση

καθώς περιλαμβάνει σημαντικές αρχιτεκτονικές αποφάσεις για μια σχεδόν βέλτιστη
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τοπολογία. Το Hybrid Evolution Strategy with Bayesian Optimization (HBES) αποτελεί

μια καινοτόμο, ολιστική και ενοποιημένη προσέγγιση για βελτιστοποίηση υπερπαραμέτρων

που συγχωνεύει τις μεθοδολογίες ES και BO. Το ES είναι υπεύθυνο για την εξέλιξη ενός

πληθυσμού RNN με βάση τις αριθμητικές υπερπαραμέτρους του και κάθε μεμονωμένο RNN

υπολογίζει τις ονομαστικές του υπερπαραμέτρους με το BO όπως περιγράφεται από τον

καρακάτων αλγόριθμο.

Βήμα 1: Αρχικοποίηση της Εξελικτικής Στρατηγικής

Θέτουμε το αρχικό σημείο αναζήτησης του αλγορίθμου. Συνήθως επιλέγουμε το [0.5, 0.5, …,

0.5], έχοντας μεταφέρει τις πιθανές τιμές υπερπαραμέτρων στο διάστημα [0,1]

Βήμα 2: Για κάθε δίκτυο που ανήκει στον πληθυσμό μας:

i) Προσθέτουμε τυχαίο θόρυβο στο σημείο αναζήτησης

ii) Αναιρούμε την κλίμακα του [0,1] που είχαμε επιβάλει στις τιμές των υπερπαραμέτρων

ώστε να έχουμε τις πραγματικές τιμές που θα χρησιμοποιήσει το δίκτυο μας

iii) Μπεϋζιανή Βελτιστοποίηση με Γκαουσιανές Διαδικασίες

1 Εφαρμογή πρότερης Γκαουσιανής Διαδικασίας (Gaussian Process prior) στην f

2 Παρατηρούμε την f σε n0 σημεία σύμφωνα με έναν αρχικό πειραματικό σχεδιασμό

3 Αρχικοποιούμε n=n0

4 Επαναλαμβάνουμε όσο n≤N:

a Ενημερώνουμε την μεταγενέστερη κατανομή πιθανότητας (posterior

probability distribution) στην f χρησιμοποιώντας όλα τα διαθέσιμα δεδομένα

b Ορίζουμε το xn ως τη μεγιστοποίηση της συνάρτησης απόκτησης (acquisition

function) στο x

c Παρατηρούμε το yn=f(xn,xi(t+1),vi(t+1))

d Θέτουμε n ← n+1

Βήμα 3: Ταξινομούμε τα αποτελέσματα και την αντίστοιχη λίστα υπερπαραμέτρων

Βήμα 4: Βρίσκουμε το νέο σημείο αναζήτησης του αλγορίθμου, υπολογίζοντας το μέσο όρο

των συντεταγμένων των κορυφαίων k δικτύων

Βήμα 5: Πηγαίνουμε στο βήμα 2 μέχρι να ολοκληρωθεί ο απαιτούμενος αριθμός

εποχών/επαναλήψεων

Οι αριθμητικές υπερπαράμετροι είναι ο αριθμός των επαναλαμβανόμενων επιπέδων

και των επιπέδων τροφοδοσίας, ο αριθμός των νευρώνων για κάθε στρώμα, η αναδρομή, οι

εποχές, το μέγεθος παρτίδας, το ποσοστό εγκατάλειψης και ο ρυθμός εκμάθησης. Οι
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ονομαστικές υπερπαράμετροι είναι ο τύπος του RNN, οι συναρτήσεις ενεργοποίησης και οι

βελτιστοποιητές. Η αποκτηθείσα γνώση των ονομαστικών υπερπαραμέτρων είναι καθολική

σε όλο τον πληθυσμό και ενημερώνεται από όλα τα άτομα κατά τη διάρκεια των γενεών. Ο

απώτερος στόχος του HBES είναι μέσω της διαδικασίας της Bayesian εξέλιξης να καταλήξει

σε ένα σχεδόν βέλτιστο και εκπαιδευμένο RNN που μπορεί να προβλέψει έγκαιρα και με

ακρίβεια τη χρήση των πόρων που θα παρατηρηθεί στα επόμενα χρονικά βήματα. Τα

τέσσερα κύρια βήματα HBES στα πλαίσια μιας επανάληψης της εξελικτικής διαδικασίας

απεικονίζονται στο Σχήμα 7.

Σχήμα 7: Τα τέσσερα κύρια βήματα του HBES στα πλαίσια μιας επανάληψης της εξελικτικής

διαδικασίας.

.
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6. Πειραματική αξιολόγηση μέρος Α

Η πειραματική αξιολόγηση πραγματοποιήθηκε σε μια πραγματική υποδομή, όπου για

Edge κόμβοι επεξεργασίας χρησιμοποιήθηκαν Raspberry Pi3 με τετραπύρηνο ARM

Cortex-A53 64 bit στα 1,4 GHz, φορτωμένα με λειτουργικό σύστημα Raspbian που είναι μια

έκδοση του Debian Linux. Το σύνολο των δεδομένων κατασκευάστηκε από ένα εργαλείο

παρακολούθησης που υλοποιήθηκε στην Python 3 με τις βιβλιοθήκες psutil [49] και GPUtil

[50]. Έγινε παρακολούθηση της χρήσης της CPU, της μνήμης RAM, του δίσκου και του

εύρους ζώνης σε πραγματικό χρόνο, σε ένα δευτερόλεπτο χρονικό διάστημα.

Η προς εξέταση εφαρμογή ήταν μια ταξινόμηση κειμένου επεξεργασίας φυσικής

γλώσσας. Η περίπτωση χρήσης βασίστηκε στο να γίνει η ταξινόμηση κειμένου σε

περιβάλλον Edge computing, τοπικά, κοντά στους κατόχους του κειμένου και όχι σε

υποδομές Cloud Computing εξαιτίας ζητημάτων απορρήτου. Ο λόγος για αυτήν την επιλογή

αυτή είναι ότι οι κάτοχοι του κειμένου δεν συμφώνησαν να μεταφερθούν και να υποβληθούν

σε επεξεργασία τα κείμενά τους σε απομακρυσμένους διακομιστές. Για να προσπελαστεί η

εφαρμογή από απόσταση και να λάβουμε τα σύνολα δεδομένων χρήσης πόρων

χρησιμοποιήσαμε το πρωτόκολλο SSH, αλλά δεν είχαμε τα δικαιώματα πρόσβασης στα

επεξεργασμένα κείμενα.

6.1 Υλοποίηση μοντέλου και τα διάφορα Πλαίσια σύγκρισης

Το μοντέλο HBES και το μοντέλο παλινδρόμησης πολλαπλών εξόδων GRU

(HBES-GRU) υλοποιούνται στην Python 3 χρησιμοποιώντας τα πλαίσια NumPy, pandas,

statistics, Scikit-learn, SciPy, Scikit-Optimize, TensorFlow 2 και Keras. Το περιβάλλον που

χρησιμοποιήσαμε είναι το σημειωματάριο Jupyter του Google Colaboratory. Συγκρίναμε το

HBES-GRU, με μια προσέγγιση βασικής χρονοσειράς, το μετα-μοντέλο Μηχανικής Μάθησης

για την πρόβλεψη χρήσης πόρων AUCROP, το Auto-sklearn, το XGBoost, ένα μοντέλο

LSTM με γενετικό αλγόριθμο (GA-LSTM) και το Keras-Tuner.

6.2  Αποτελέσματα, αξιολόγησης και συζήτηση

Στην πειραματική αξιολόγηση, ξεκινήσαμε με την ανάλυση χρονοσειρών και βρήκαμε

θετικές συσχετίσεις για καθυστερήσεις σε ένα εύρος τιμών από 1 έως 22. Αυτό επιβεβαιώνει
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την ισχυρή ιδιότητα αυτο-ομοιότητας που έχουν οι ακολουθίες μετρήσεων χρήσης πόρων.

Στη συνέχεια, χρησιμοποιώντας το μοντέλο πρόβλεψης ARIMA, αξιολογήσαμε τις

προβλέψεις μετρήσεων πόρων. Για παράδειγμα, το CPU RMSE ήταν 18.474. Συγκρίνοντας

τα αποτελέσματα των στατιστικών μοντέλων με τις προσεγγίσεις Μηχανικής Μάθησης και

Βαθιάς Μάθησης, διαπιστώσαμε ότι η τελευταία παρουσίασε μια βελτίωση που ξεπερνά το

20% όσον αφορά το RMSE στις περισσότερες περιπτώσεις. Από αυτή την άποψη,

αποφασίσαμε να εστιάσουμε στα μοντέλα Μηχανικής Μάθησης και Βαθιάς Μάθησης.

Πίνακας 1.

Στον Πίνακα 1 συνοψίζονται τα πειραματικά αποτελέσματα. Οι δύο πρώτες στήλες

παρέχουν το RMSE και το MAE, που καταγράφηκαν μεταξύ όλων των τιμών δοκιμής των

συσκευών και των μετρήσεων πόρων. Για το RMSE, που δίνει επιπλέον ποινή σε

προβλέψεις με σημαντικά λάθη, μπορούμε να δούμε ότι η HBES-GRU είχε την καλύτερη

απόδοση. Στη στήλη με τίτλο MAE, βλέπουμε ότι τα δύο καλύτερα μοντέλα είναι το

Αuto-sklearn και το HBES-GRU. Οι μετρικές λάθους τους είναι αρκετά παρόμοιες και έχουν

σημαντικά καλύτερη απόδοση σε σύγκριση με τα άλλα μοντέλα.

Οι στήλες CPU-1 και RAM-1 αντιπροσωπεύουν τα RMSE και MAE για τον Edge

κόμβο επεξεργασίας που είχε τις περισσότερες λανθασμένες προβλέψεις στην υποδομή.

Επιπλέον, το Σχήμα 8 απεικονίζει το 25ο και το 75ο εκατοστημόριο, τη διάμεσο, το ελάχιστο

και το μέγιστο των μετρήσεων της τιμής σφάλματος. Αυτές οι μετρήσεις περιλαμβάνουν την

CPU, τη μνήμη RAM, τη χρήση δίσκου και το εύρος ζώνης ως προς τα byte που

αποστέλλονται και λαμβάνονται .
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Σχήμα 8: Το 25ο και το 75ο εκατοστημόριο, η διάμεσος, το ελάχιστο και το μέγιστο των

μετρήσεων της τιμής σφάλματος.

Όσον αφορά τη χρήση του δίσκου και το εύρος ζώνης, τα σφάλματα πρόβλεψης ήταν

ασήμαντα. Αυτό δεν οφείλεται μόνο στην ικανότητα του HBES-GRU να παρέχει ακριβείς

προβλέψεις, αλλά στη μικρή διακύμανση των τιμών τους. Η διακύμανση της CPU είναι πολύ

εντονότερη από της RAM και το HBES-GRU αποτυπώνει με καλύτερο τρόπο τις αλλαγές σε

σύγκριση με τα άλλα μοντέλα. Το XGBoost έχει καλύτερη απόδοση από το HBES-GRU στη

μνήμη RAM. Αυτό δικαιολογείται από τη δομή που έχει το XGBoost. Το XGBoost μπορεί να

δημιουργήσει συγκεκριμένα δέντρα αποφάσεων για τα υπολείμματα της μνήμης RAM και να

αποτυπώσει σχεδόν βέλτιστα την αργή συμπεριφορά αλλαγής της.

Τέλος, βλέπουμε τους χρόνους εκτέλεσης των μοντέλων προκειμένου να κάνουν μία

μόνο πρόβλεψη ή μια παρτίδα από εκατό προβλέψεις. Οι μετρήσεις καταγράφηκαν σε

δευτερόλεπτα. Όλοι οι χρόνοι εκτέλεσης, εκτός από το Auto-sklearn, είναι στην περιοχή από

11 έως 60 msec. Αυτοί οι χρόνοι εκτέλεσης καθιστούν την πρόβλεψη χρήσης πόρων μια

γρήγορη διαδικασία, που είναι ικανή να ενσωματωθεί σε εφαρμογές που χρονικά ευαίσθητες.

Σε αυτήν την έρευνα, δεν συγκρίναμε τους χρόνους εκπαίδευσης επειδή θέλαμε να

κάνουμε μια εξαντλητική έξυπνη αναζήτηση στο χώρο των υποθέσεων και να δούμε τα όρια

ακρίβειας που επιτυγχάνουν τα μοντέλα. Τα πειράματα γίνανε σε διάφορα χρονικά πλαίσια.

Οι μετρήσεις στον Πίνακα 1 αφορούν χρονικό ορίζοντα 8 λεπτών. Επιλέξαμε να

απεικονίσουμε αυτόν τον χρονικό ορίζοντα επειδή είναι κοντά στον χρόνο που απαιτείται για

την δημιουργία ενός VM.

Βλέπουμε ότι ακόμα κι αν οι GRUs είναι απλούστερες στη δομή τους σε σύγκριση με

τα LSTMs και δεν διαθέτουν την πύλη εξόδου, έχουν καλύτερη απόδοση. Αυτό το

συμπέρασμα επιβεβαιώνεται από τη βιβλιογραφία στην περίπτωση μικρών στο μέγεθος

συνόλων δεδομένων που χαρακτηρίζονται από χαμηλή συχνότητας απόκτησης .
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Τρία ακόμη σημαντικά συμπεράσματα που έχουμε είναι τα εξής: Στις περισσότερες

μετρήσεις, τα μοντέλα βαθιάς μάθησης (HBES-GRU, GA-LSTM, Keras- Tuner) έχουν

καλύτερη απόδοση από τα μοντέλα μηχανικής μάθησης(AUCROP, XGBoost, Auto-sklearn).

Στη συνέχεια, οι εξελικτικοί αλγόριθμοι για βελτιστοποίηση υπερπαραμέτων (HBES-GRU και

GA-LSTM) έχουν καλύτερη απόδοση σε σύγκριση με την απλή Bayesian βελτιστοποίηση

(Keras-Tuner). Τέλος, βλέπουμε μια σημαντική βελτίωση χρησιμοποιώντας την υβριδική

προσέγγιση της Bayesian βελτιστοποίησης και της στρατηγικής εξέλιξης σε σύγκριση με τους

απλούς γενετικούς αλγόριθμους.

6.3 Σύγκλιση της Υβριδικής εξελικτικής στρατηγικής με Bayesian βελτιστοποίηση

Η σύγκλιση καθώς και η θέση του καθολικού βέλτιστου σημείου είναι δύο από τα πιο

σημαντικά θέματα στον τομέα των εξελικτικών αλγορίθμων. Η σύγκλιση σημαίνει ότι καθώς ο

πληθυσμός εξελίσσεται, τα άτομα πλησιάζουν στη βέλτιστη λύση συρρικνώνοντας την

απόκλισή τους. Αλλά δεν μπορούμε να είμαστε σίγουροι εάν τα σημεία σύγκλισης στο χώρο

του γονότυπου είναι καθολικό ή τοπικό ελάχιστο. Για το λόγο αυτό, ο αλγόριθμος HBES στην

αρχή της διαδικασίας εξέλιξης παράγει μια ισχυρή διακύμανση στη μετάλλαξη που

συρρικνώνεται κατά τις επαναλήψεις. Ταυτόχρονα, είναι ο καλύτερος γονότυπος που

χρησιμοποιείται σε όλες τις επαναλήψεις. Η σύγκλιση του HBES απεικονίζεται στο Σχήμα 9.

Βλέπουμε ότι στην αρχή ο μέσος κύκλος σφαλμάτων πληθυσμού κυμαίνεται έντονα. Σε

ορισμένες επαναλήψεις παγιδεύεται στα τοπικά ελάχιστα, όπως για παράδειγμα στις

επαναλήψεις έξι έως έντεκα. Σε ορισμένες άλλες επαναλήψεις βρίσκεται σε περιοχές που

σχηματίζουν οροπέδιο όπως βλέπουμε στις επαναλήψεις είκοσι έως είκοσι πέντε. Αλλά,

τελικά χρησιμοποιώντας τη μετάλλαξη, τα άτομα ξεφεύγουν από τις περιοχές του οροπεδίου

και τα τοπικά ελάχιστα και κινούνται προς τις πλησιέστερες βέλτιστες περιοχές. Αυτές οι

πλησίον των βέλτιστων σημείων περιοχές στο χώρο του γονότυπου μεταφράζονται στις

πλησιέστερες προς τις βέλτιστες αρχιτεκτονικές GRU-RNN στον χώρο των φαινοτύπων.

Αυτές οι αρχιτεκτονικές GRU-RNN παρέχουν τις πιο ακριβείς προβλέψεις χρήσης πόρων για

χρήση CPU, RAM, δίσκου και εύρους ζώνης σε μια υποδομή Edge computing.
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Σχήμα 9: Η σύγκλιση του HBES.

6.4 Συμπεράσματα

Σε αυτή τη διπλωματική εργασία, έγινε θεωρητική ανάλυση της χρησιμότητας της

πρόβλεψης χρήσης πόρων για μια έξυπνη ενορχήστρωση σε μια υπολογιστική Edge

υποδομή. Συγκεκριμένα, παρουσιάστηκε το πώς η προσαρμοστική κατανομή πόρων και η

εκφόρτωση εργασιών μπορούν να αξιοποιήσουν τις πληροφορίες σχετικά με τη χρήση

πόρων. Έγινε πειραματική ανάλυση σχετικά με τη χρήση του GRU-RNN για τη

μοντελοποίηση χρήσης πόρων. Έγινε παρουσίαση ενός αλγόριθμου για βελτιστοποίηση

υπερπαραμέτρων που συνδυάζει την εξελικτική στρατηγική με τη Bayesian βελτιστοποίηση

και που ξεπερνά τους ευρέως χρησιμοποιούμενους hypertuners όπως το Keras-Tuner και

άλλα μοντέλα μηχανικής μάθησης τελευταίας τεχνολογίας.
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7. Πρόβλεψη φόρτου δικτύου

Στα συστήματα Edge computing και Cloud computing, η μοντελοποίηση και η

πρόβλεψη της δυναμικής κίνησης υπηρεσιών είναι εξαιρετικά χρήσιμη για την αντιμετώπιση

του μεγάλου όγκου αιτημάτων δεδομένων και υπηρεσιών προκειμένου να διασφαλιστεί η

βέλτιστη ενορχήστρωση των δαπανηρών πόρων υποδομής. Ο όρος φόρτος δικτύου έχει δύο

διαφορετικές ερμηνείες στην υπολογιστική βιβλιογραφία, οι οποίες είναι ως επί το πλείστον

συνδεδεμένες. Πρώτον, ο φόρτος μπορεί να ερμηνευθεί ως η ποσότητα των δεδομένων που

κινούνται στις υποδομές του δικτύου. Η δεύτερη ερμηνεία αναφέρεται στον αριθμό των

αιτημάτων χρήστη ή σύνδεσης στις υπηρεσίες. Τα μεταδεδομένα που αντιστοιχούν και στις

δύο ερμηνείες του φόρτου μπορούν να συλλεχθούν στο επίπεδο μεταφοράς του

Πρωτοκόλλου Ελέγχου Μεταφοράς/Πρωτοκόλλου Διαδικτύου (TCP/IP) χρησιμοποιώντας ένα

διαγνωστικό εργαλείο δικτύου τύπου traceroute.

Για περισσότερο από μία δεκαετία, η πρόβλεψη του φόρτου του δικτύου

χρησιμοποιείται για να εκτιμηθεί η ποσότητα των πόρων Cloud ή Edge που απαιτούνται από

τις διάφορες υπηρεσίες δεδομένων [51]. Αυτή η προσέγγιση αποκτά νόημα στο πλαίσιο της

δυναμικής διαχείρισης πόρων με δυνατότητα προληπτικής αυξομείωσης του αριθμού τους

ανά τακτά χρονικά διαστήματα. Η υπόθεση είναι ότι εάν προβλέψουμε την ποσότητα των

δεδομένων και τον αριθμό των αιτημάτων, μπορούμε να αντιγράψουμε αντίστοιχα τις

εικονικές μηχανές και τις λειτουργίες δικτύου των διαφόρων υπηρεσιών. Σε αυτή την ενότητα,

δεν ερευνάται και δεν αξιολογείται ο μηχανισμός Cloud που κάνει την ενορχήστρωση.

Συνήθως γίνεται χρήση ευρέως αποδεκτών εργαλείων όπως το Kubernetes [52] για την

ανάπτυξη, την αυξομείωση του αριθμού των πόρων και τη διαχείριση των υπηρεσιών

δεδομένων. Αντίθετα, προτείνεται ένα πρωτότυπο μοντέλο πρόβλεψης φόρτου δικτύου που

ενεργοποιεί την αυξομείωση του αριθμού και την διαχείριση των πόρων.

Σε γενικές γραμμές, η ακριβής πρόβλεψη του μέλλοντος είναι ένα αρκετά δύσκολο

εγχείρημα. Ευτυχώς, ο φόρτος από TCP παρουσιάζει ισχυρή αυτοσυσχέτιση [53], που

καθιστά διάφορες στατιστικές μεθόδους και μεθόδους χρονοσειρών ικανές να εκτελέσουν

μοντελοποίηση και πρόβλεψη. Η αυτοσυσχέτιση καταγράφει τη σχέση μεταξύ της τρέχουσας

τιμής μιας μέτρησης και των προηγούμενων τιμών της. Πολλές αναλύσεις δικτύου έχουν

δείξει ότι η κίνηση TCP χαρακτηρίζεται από επαναλαμβανόμενα μοτίβα κατά την πάροδο του

χρόνου. Όσον αφορά τα διάφορα μοντέλα πρόβλεψης που χρησιμοποιούνται, για
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περισσότερο από μία δεκαετία οι μηχανικοί δικτύων χρησιμοποιούν στατιστικά μοντέλα όπως

Poisson, Autoregressive–Moving-Average (ARMA) και Autoregressive Integrated Moving

Average (ARIMA). Η εμφάνιση της Βαθιάς Μάθησης έχει αλλάξει δραστικά το τοπίο της

ανάλυσης δεδομένων και της λήψης αποφάσεων. Συγκεκριμένα, στην περίπτωση της

πρόβλεψης χρονοσειρών, τα επαναλαμβανόμενα νευρωνικά δίκτυα (Recursive Neural

Networks) (RNN) συχνά ξεπερνούν σημαντικά τα παραδοσιακά στατιστικά μοντέλα

πρόβλεψης. Το πρώτο στάδιο αυτής της έρευνας είναι αφιερωμένο στην απάντηση στο

ερώτημα ότι τα RNN είναι μια καλύτερη επιλογή σε σύγκριση με μοντέλα στατιστικών

χρονοσειρών για την πρόβλεψη της κυκλοφορίας δικτύου των υπηρεσιών δεδομένων.

Τα κοινά μοντέλα χρονοσειρών και τα απλά RNN έχουν σχεδιαστεί για να παρέχουν

προβλέψεις μόνο ενός βήματος. Τα μοντέλα πρόβλεψης πολλαπλών βημάτων εξάγουν μια

ακολουθία τιμών διαδοχικών χρονικών βημάτων. Η πρόβλεψη πολλαπλών βημάτων σχετικά

με τις χρονοσειρές κίνησης είναι εξαιρετικά σημαντική επειδή μπορεί να χρησιμοποιηθεί

προκειμένου να επιτευχθεί καλύτερη ευαισθησία του προγραμματισμού πόρων σε σύγκριση

με τις μεθοδολογίες πρόβλεψης ενός βήματος. Ο μηχανισμός ενορχήστρωσης πόρων

μπορεί να εφαρμόσει μια πιο εξελιγμένη προσαρμογή σε πραγματικό χρόνο των εντατικών

ροών εργασιών που βασίζονται σε δεδομένα χρησιμοποιώντας πληροφορίες σχετικά με το

φόρτο σε μορφή πολλαπλών βημάτων [54] επειδή κάθε εικονική συσκευή και λειτουργία

υπηρεσίας έχει διαφορετικό χρόνο ανάπτυξης. Ο κωδικοποιητής-αποκωδικοποιητής μπορεί

να χρησιμοποιηθεί για πρόβλεψη χρονοσειρών σε μορφή πολλαπλών βημάτων. Ο

κωδικοποιητής-αποκωδικοποιητής είναι μια σύνθετη αρχιτεκτονική Μηχανικής Μάθησης που

αποτελείται από δύο τεχνητά νευρωνικά δίκτυα (ANN) που αλληλεπιδρούν μέσω

λανθάνουσας μεταβλητής και πραγματοποιούν προβλέψεις ακολοθιών. Η μοντελοποίηση και

η δυνατότητα εφαρμογής των αρχιτεκτονικών κωδικοποιητή-αποκωδικοποιητή για την

πρόβλεψη της κυκλοφορίας υπηρεσιών δεν είχε προταθεί στη βιβλιογραφία και είναι μια

σημαντική καινοτομία της έρευνάς γύρω από την οποία δομήθηκε η συγκεκριμένη

διπλωματική εργασία.

Οι τέσσερις κύριες συνεισφορές της έρευνας που πραγματοποιήθηκε είναι:

i Θεωρητική και πειραματική σύγκριση καθιερωμένων μοντέλων στατιστικών

χρονοσειρών με προσεγγίσεις βαθιάς μάθησης για πρόβλεψη κίνησης

υπηρεσιών.

ii Προτείνεται χρήση μοντέλων κωδικοποιητή-αποκωδικοποιητή για πρόβλεψη

φόρτου υπηρεσιών σε μορφή πολλαπλών βημάτων.
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iii Ανάλυση και αξιολόγηση πολλαπλών τοπολογιών νευρωνικών δικτύων για τον

κωδικοποιητή-αποκωδικοποιητή.

iv Δημιουργία μιας πρωτότυπης αρχιτεκτονικής υβριδικού

κωδικοποιητή-αποκωδικοποιητή που κάνει ταυτόχρονη χρήση απλών και

αμφίδρομων  LSTM.

7.1 Σχετικές μελέτες στον κλάδο της πρόβλεψης φόρτου δικτύου.

Η πρόβλεψη της ποσότητας των δεδομένων που μεταδίδονται μέσω του δικτύου και

του αριθμού των αιτημάτων υπηρεσίας σε διαδοχικά χρονικά βήματα είναι εξαιρετικά χρήσιμη

για την εφαρμογή ενός βέλτιστου σχεδίου διαχείρισης των πόρων της υποδομής στην οποία

εκτελούνται διάφορες υπηρεσίες δεδομένων [55]. Η πρόβλεψη φόρτου υπηρεσιών έχει

μεγάλη σημασία για την εξισορρόπηση του φορτίου και την κατανομή των πόρων

προκειμένου να εκπληρωθούν οι απαιτήσεις QoS. Με την ταχεία ανάπτυξη των κέντρων

δεδομένων, η μεγάλης κλίμακας πρόβλεψη κίνησης δεδομένων των δικτύων απαιτεί πιο

προχωρημένες μεθόδους για την αντιμετώπιση των πολύπλοκων ιδιοτήτων της εξάρτησης

υψηλής διασταλτικότητας, της μεγάλης εμβέλειας και της μη γραμμικότητας που συχνά

παρουσιάζονται σε τέτοιου τύπου προβλήματα.

Για πολλά χρόνια έχουν χρησιμοποιηθεί διαφορετικές μέθοδοι για τη μοντελοποίηση και την

πρόβλεψη του φόρτου των υπηρεσιών. Στην αρχή, χρησιμοποιήθηκαν στατιστικά μοντέλα,

όπως οι διαδικασίες Poisson, αλλά παρουσίασαν τον περιορισμό ότι δεν καταγράφουν το

χαρακτηριστικό αυτο-ομοιότητας [56] των τιμών της ακολουθίας. Στη συνέχεια, μοντέλα

χρονοσειρών όπως το Autoregressive–Moving–Average (ARMA) και οι παραλλαγές τους

Autoregressive Integrated Moving Average (ARIMA) και Seasonal ARIMA (SARIMA) [57]

χρησιμοποιήθηκαν για την πρόβλεψη του φόρτου δικτύων και κατάφεραν να

ελαχιστοποιήσουν το κόστος λειτουργίας λαμβάνοντας υπόψη δύο τύποι κόστους:

i) Το κόστος πόρων Cloud που προκύπτει όταν εκτελείται μη ορθή παροχή πόρων

λόγω υπερεκτίμησης της έντασης του φόρτου και ii) Το κόστος υποβάθμισης QoS που

προκύπτει όταν η ένταση του φόρτου υποεκτιμάται, με αποτέλεσμα να κατανέμονται

λιγότεροι πόροι από αυτούς που πραγματικά απαιτούνται και έτσι να τίθεται σε κίνδυνο η

ικανοποίηση QoS και QoE απαιτήσεων.

Με την έλευση της Μηχανικής Μάθησης, πολλά μοντέλα λήψης αποφάσεων μετά από

πειραματική σύγκριση και επανασχεδιασμό αντικαταστάθηκαν τελικά από ANN. Οι πρώτες

μελέτες έδειξαν ότι το ARIMA αποδίδει καλύτερα από το απλό feed-forward ANN [58]. Ο

λόγος είναι ότι το απλό feed-forward ANN δεν έχει σχεδιαστεί για διαδοχικές εργασίες.
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Επιτρέπει στις πληροφορίες να ταξιδεύουν μονόδρομα και δεν μπορεί να συλλάβει τα

περιοδικά μοτίβα και τα μοτίβα αυτοσυσχέτισης που χαρακτηρίζουν τη διαμόρφωση του

φόρτου του δικτύου. Τα RNN είναι μια διαφορετική κατηγορία ANN που μοντελοποιεί τη

χρονική αλληλουχία δεδομένων έτσι ώστε κάθε παρατήρηση να εξαρτάται από τις

προηγούμενες που εκτελούνται και προς τις δύο κατευθύνσεις χάρη σε βρόχους στο δίκτυό

τους. Οι πληροφορίες που προέρχονται από παρελθοντικές εισόδους ανατροφοδοτούνται

στο δίκτυο παρέχοντας ένα είδος μνήμης των παρελθοντικών εισόδων προκειμένου να

προβλεφθούν οι μελλοντικές. Πολύπλοκα μοντέλα RNN που αξιοποιούν τη χρονική

συμπεριφορά των κέντρων δεδομένων έχουν χρησιμοποιηθεί με επιτυχία για πρόβλεψη

φόρτου μιας υπηρεσίας.

Πολλές υπηρεσίες μεταφοράς, αποθήκευσης και επεξεργασίας δεδομένων χαρακτηρίζονται

από χρονικές εξαρτήσεις μικρής και μεγάλης εμβέλειας, καθιστώντας την πρόβλεψη

πολλαπλών βημάτων μια εξέχουσα λύση [59]. Η πρόβλεψη πολλαπλών βημάτων με χρήση

RNN με πρόβλεψη που εμπεριέχει πολλά χρονικά βήματα έχει εφαρμοστεί για την πρόβλεψη

χρονοσειρών φόρτου δικτύου τύπου IoT [60]. Αυτή η προσέγγιση βασίζεται στην υπόθεση

ότι για κάθε βήμα της πρόβλεψης η έξοδος του RNN χρησιμοποιείται από την είσοδο για να

γίνει η πρόβλεψη του επόμενου βήματος. Ένας περιορισμός είναι ότι αυτή η προσέγγιση δεν

έχει σχεδιαστεί για πρόβλεψη αλληλουχίας και ως αποτέλεσμα τείνει να συσσωρεύει

σφάλματα μεταξύ των βημάτων.

Μια αρχιτεκτονική που βασίζεται στη λογική “από ακολουθία σε ακολουθία” (seq2seq) μπορεί

να συλλάβει τις χρονικές εξαρτήσεις και να παρέχει προβλέψεις για διαφορετικά χρονικά

βήματα. Μια εξέχουσα προσέγγιση για το seq2seq είναι ο κωδικοποιητής-αποκωδικοποιητής

[61] που αποτελείται από ένα νευρωνικό δίκτυο που χαρτογραφεί την ακολουθία εισόδου των

παρελθοντικών βημάτων σε ένα ενδιάμεσο διάνυσμα και τον αποκωδικοποιητή που

χαρτογραφεί το ενδιάμεσο διάνυσμα σε μια πρόβλεψη που έχει τη μορφή ακολουθίας. Οι

κωδικοποιητές-αποκωδικοποιητές έχουν χρησιμοποιηθεί σε πολλά πεδία για πρόβλεψη σε

μορφή πολλαπλών βημάτων, αλλά δεν έχουν χρησιμοποιηθεί στην πρόβλεψη φόρτου

υπηρεσιών. Ειδικά οι προβλέψεις πολλαπλών βημάτων στους τομείς της μεταφοράς [62] και

της χωροχρονικής κινητικότητας [63] έχουν πολλά κοινά όσον αφορά τη διατύπωση

προοπτικών προβλημάτων και τη δομή δεδομένων με την κίνηση των υπηρεσιών. Ένας

κωδικοποιητής-αποκωδικοποιητής με κωδικοποιητή νευρωνικού δικτύου συνέλιξης

(Convolution Neural Network) (CNN) και αποκωδικοποιητή RNN έχει χρησιμοποιηθεί για

διαδικασίες πρόβλεψης [64].
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Για να συνοψίσουμε τα κίνητρα αυτής της έρευνας, είδαμε ότι η πρόβλεψη της

κυκλοφορίας υπηρεσιών είναι μια βασική πρόκληση προκειμένου να επιτευχθεί η βέλτιστη

διαχείριση των πόρων στους οποίους λειτουργούν διάφορες υπηρεσίες μεγάλων δεδομένων.

Οι υπάρχουσες λύσεις στατιστικών χρονοσειρών έχουν ξεπεραστεί από τις προσεγγίσεις

Μηχανικής Μάθησης. Ωστόσο, οι προσεγγίσεις Μηχανικής Μάθησης δεν έχουν επεκταθεί

επαρκώς για να παρέχουν πρόβλεψη σε μορφή πολλαπλών βημάτων. Τα μοντέλα

κωδικοποιητή-αποκωδικοποιητή είναι μια εξέχουσα προσέγγιση για την πρόβλεψη

πολλαπλών βημάτων. Αυτή είναι η πρώτη εργασία που εξετάζει τη χρήση

κωδικοποιητών-αποκωδικοποιητών για πρόβλεψη φόρτου υπηρεσιών σε μορή πολλαπλών

βημάτων.

Επιπλέον, εξετάζονται τέσσερις διαφορετικοί τύποι κωδικοποιητή-αποκωδικοποιητή:

α) Στοιβαγμένα (Stacked) LSTMS, β) CNN-LSTMS, γ) Αμφίδρομα (Bidirectional) LSTM και

δ) το καινοτόμο Υβριδικό LSTM. Επιπλέον, αξίζει να σημειωθεί πως κάνουμε χρήση της

Bayesian βελτιστοποίησης προκειμένου να δημιουργήσουμε σχεδόν βέλτιστες τοπολογίες

για τις διάφορες αρχιτεκτονικές κωδικοποιητή-αποκωδικοποιητή. Τέλος, παρέχουμε

προβλέψεις για τρεις μετρήσεις φόρτου: α) Τον αριθμό των αιτημάτων, β) τον όγκο των

δεδομένων που μεταδίδονται και γ) τη διάρκεια των περιόδων σύνδεσης υπηρεσίας.

7.2 Πρόβλεψη φόρτου δικτύου σε μορφή πολλαπλών βημάτων

Ένα από τα βασικά θέματα που πραγματεύεται αυτή η διπλωματική εργασία είναι η

πρόβλεψη φόρτου υπηρεσιών σε μορφή πολλαπλών βημάτων. Κάθε χρονικό βήμα της

πρόβλεψης έχει διαμορφωθεί ώστε να διαρκεί πέντε λεπτά και κάθε πρόβλεψη έχει

σχεδιαστεί ώστε να περιέχει πέντε χρονικά βήματα. Με αυτόν τον τρόπο, μπορούμε να

έχουμε μια πρόβλεψη με χρονικό ορίζοντα αυτόν των 25 λεπτών με διαφορετικές

λεπτομέρειες και ακρίβεια για κάθε χρονικό βήμα σχετικά με τον αριθμό των αιτημάτων των

υπηρεσιών, την ποσότητα των δεδομένων που μεταδίδονται και τη συνολική διάρκεια των

περιόδων σύνδεσης των υπηρεσιών. Η διακύμανση του φόρτου αλλάζει συχνά και είναι

σύνηθες φαινόμενο να βλέπουμε ξαφνικές αυξομειώσεις. Σε περίπτωση που

χρησιμοποιήσουμε ένα μόνο χρονικό βήμα των 25 λεπτών, θα χάναμε πολύτιμες

πληροφορίες σχετικά με το τι συμβαίνει κατά τη διάρκεια αυτών των μεγάλων χρονικών

περιόδων. Τα διάφορα μοντέλα στατιστικής πρόβλεψης παρέχουν αποτελέσματα με ακρίβεια

που είναι υψηλή στο αρχικό βήμα και στη συνέχεια μειώνεται σταθερά όσο προχωράμε προς

τα τελευταία βήματα. Αυτό συμβαίνει λόγω του γεγονότος ότι το μοντέλο πρόβλεψης στα

τελευταία βήματα έχει συγκεντρωτικά σφάλματα όσον αφορά την πρόβλεψη από τα

προηγούμενα βήματα. Θα δούμε στο κεφάλαιο της πειραματικής αξιολόγησης ότι η
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προσέγγιση τύπου αλληλουχία σε ακολουθία με τον κωδικοποιητή - αποκωδικοποιητή

διατηρεί καλή ακρίβεια και στα πέντε διαδοχικά χρονικά βήματα.

Η είσοδος κάθε φορά αποτελείται από ένα είδος μεταβλητής που αντιστοιχεί σε ένα

χαρακτηριστικό των δεδομένων. Αυτό έγινε προκειμένου να διασφαλσιτεί η γενικότητα της

μεθόδου που χρησιμοποιείται. Η ταυτόχρονη χρήση πολλαπλών χαρακτηριστικών εισόδου

μπορεί να αυξήσει την ακρίβεια της πρόβλεψης, αλλά δεν είναι σίγουρο ότι το σύνολο αυτών

των χαρακτηριστικών θα είναι πάντοτε διαθέσιμα κατά την περίοδο λειτουργίας των

υπηρεσιών. Επιπλέον, εάν η μέθοδος μη μεταβλητής πρόβλεψης έχει καλά αποτελέσματα,

άλλοι ερευνητές μπορούν να συμπεριλάβουν περισσότερα χαρακτηριστικά και να

εφαρμόσουν μια πολυμεταβλητή προσέγγιση. Οι παρατηρήσεις δεδομένων που

χρησιμοποιήσαμε προέρχονται από υλοποιήσεις του TCP, το οποίο είναι ένα εξαιρετικά

αξιόπιστο πρωτόκολλο βασισμένο σε IP για επικοινωνία μεταξύ υπηρεσιών εφαρμογών και

υπολογιστικών συσκευών. Το TCP εγγυάται την ακεραιότητα των δεδομένων και αποτρέπει

την απώλεια δεδομένων, την καταστροφή ή την παράδοση εκτός παραγγελίας. Χρησιμοποιεί

επίσης την αρίθμηση ακολουθίας πακέτων και τα πακέτα επιβεβαίωσης για την επιτυχή

παράδοση δεδομένων. Οι υποδομές cloud και edge computing βασίζονται σε μεγάλο βαθμό

στη σουίτα πρωτοκόλλων TCP/IP [65], καθιστώντας έτσι την ανίχνευση του TCP μια

αξιόπιστη πηγή πληροφοριών σχετικά με τις υπηρεσίες μεγάλων δεδομένων και τον

προοπτικό φόρτο εργασίας τους.

Η πρόβλεψη κίνησης υπηρεσιών είναι σημαντική για τη βέλτιστη διαχείριση α)

Υπολογιστικών, β) Αποθηκευτικών Πόρων και γ) Πόρων δικτύου πάνω από τους οποίους

εκτελούνται οι υπηρεσίες μεγάλων δεδομένων. Αυτοί οι πόροι περιλαμβάνουν κόμβους

αφιερωμένους στην επεξεργασία δεδομένων, τη συμπίεση, την αναφορά και την

οπτικοποίηση και λειτουργίες δικτύου όπως τείχη προστασίας, συστήματα πρόληψης

εισβολής και μετάφραση διευθύνσεων δικτύου [66]. Η πρόβλεψη κυκλοφορίας υπηρεσιών

αξιοποιείται για να βελτιστοποιηθεί η προληπτική ανάπτυξη πόρων ως απόκριση στις

αλλαγές στα αιτήματα υπηρεσίας και στον φόρτο εργασίας, εφαρμόζοντας μια ακολουθία

διαδικασιών για το πώς/πού να αποθηκεύονται, να επεξεργάζονται και να μεταδίδονται

δεδομένα σε διάφορα περιβάλλοντα εκτέλεσης.

Το Σχήμα 10 απεικονίζει ένα σύγχρονο σενάριο αλυσίδας υπηρεσιών. Το εργαλείο

παρακολούθησης κυκλοφορίας παρέχει τις τρέχουσες τιμές κυκλοφορίας στον

κωδικοποιητή-αποκωδικοποιητή, ο οποίος στη συνέχεια εξάγει την ακολουθία πρόβλεψης

κυκλοφορίας. Η ακολουθία πρόβλεψης κυκλοφορίας αξιοποιείται από το Intelligent Network

Function Resource Allocation για την παροχή των απαραίτητων πόρων εν κινήσει,

διατηρώντας έτσι την εκπλήρωση των απαιτήσεων QoS σε αποδεκτά επίπεδα. Ο
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μηχανισμός κατανομής πόρων Intelligent Network Function Resource Allocator εκτελεί

αυξομείωση του αριθμού των πόρων και κατανέμοντας τους δυναμικά ώστε να είναι αρκετοί

για να διαχειριστούν τις ροές δεδομένων των επόμενων χρονικών περιόδων. Κάθε πόρος

έχει διαφορετικό χρόνο ανάπτυξης. Για παράδειγμα, μια μετάφραση διεύθυνσης δικτύου

χρειάζεται λιγότερο από πέντε λεπτά, αλλά μια εικονική μηχανή νέφους απαιτεί 10-15 λεπτά

ή ακόμα περισσότερα σε ορισμένες περιπτώσεις για ανάπτυξη, ανάλογα με τις υπηρεσίες

δεδομένων που εκτελεί. Τα έξυπνα στοιχεία κατανομής πόρων και οι μηχανισμοί πρόβλεψης

μπορούν να εκτελούνται τοπικά στους κόμβους επεξεργασίας ακμών. Σε αυτήν την έρευνα,

δεν εξετάζουμε τον έξυπνο μηχανισμό κατανομής πόρων, αλλά εστιάζουμε στην πρόβλεψη

της κυκλοφορίας και στην ακρίβεια των προβλέψεων κατά τη διάρκεια διαφορετικών

χρονικών βημάτων.

Σχήμα 10: Ένα σύγχρονο σενάριο αλυσίδας υπηρεσιών.

7.3 Μοντελοποίηση και πρόβλεψη φόρτου δικτύου με χρήση χρονοσειρών

Η έκφραση του φόρτου υπηρεσιών μπορεί να μοντελοποιήθει ως χρονοσειρά. Ο

φόρτος υπηρεσιών μπορεί να αναλυθεί με τη χρήση διερευνητικών και προγνωστικών

μεθόδων. Έπειτα από μια διερευνητική ανάλυση, προκύπτουν επαναλαμβανόμενα μοτίβα

φόρτου. Με βάση τα αποτελέσματα αυτά, πραγματοποιείται συσχέτιση μεταξύ των τιμών

φόρτου και αποσύνθεση χρονοσειρών. Στην προγνωστική ανάλυση, προβλέπουμε την τιμή

του επόμενου βήματος με βάση τις τιμές που συλλέχθηκαν κατά τα προηγούμενα χρονικά

βήματα.
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Η αποσύνθεση χρονοσειρών περιλαμβάνει τη μέση τιμή των παρατηρήσεων, την

τάση που αντιπροσωπεύει την αυξανόμενη ή φθίνουσα συμπεριφορά των τιμών, την

εποχικότητα που εκφράζει τον επαναλαμβανόμενο βραχύ κύκλο στις τιμές και τα

υπολείμματα που είναι ένα σύνολο από τυχαία παραλλαγές. Ο φόρτος υπηρεσιών

χαρακτηρίζεται από εποχικότητα, επειδή η συμπεριφορά των χρηστών χαρακτηρίζεται από

τακτές και προβλέψιμες αλλαγές που επαναλαμβάνονται κάθε μέρα ή εβδομάδα. Σε

μακροσκοπική ανάλυση, οι περισσότερες υπηρεσίες έχουν μια αυξητική τάση όσον αφορά

τις απαιτήσεις στα πλαίσια όγκου δεδομένων, η οποία εκδηλώνεται κατά την καταγραφή των

χρονοσειρών που προκύπτουν από δεδομένα καθημερινής χρήσης.

Ο ακρογωνιαίος λίθος ανάλυσης χρονοσειρών είναι η σταθερότητα. Σταθερότητα

σημαίνει ότι οι στατιστικές ιδιότητες των παρατηρήσεων δεν αλλάζουν με την πάροδο του

χρόνου. Έτσι, οι χρονοσειρές με τάσεις ή με εποχικότητα, δηλώνονται ως μη σταθερές.

Προκειμένου να μοντελοποιήσουμε μια ακολουθία παρατηρήσεων ως χρονοσειρές, θα

πρέπει να τη μετατρέψουμε σε σταθερή με μια διαφορική πράξη και στη συνέχεια να

αφαιρέσουμε την τάση και τις παρενέργειες της εποχικότητας.

Η αυτοσυσχέτιση απεικονίζει τις σχέσεις μεταξύ των τωρινών παρατηρήσεων και των

παρατηρήσεων που συλλέχθηκαν σε προηγούμενα χρονικά βήματα, ενώ η μερική

αυτοσυσχέτιση απορρίπτει τις σχέσεις των παρατηρήσεων που περιγράφουν τις άμεσες

σχέσεις μεταξύ των παρατηρήσεων και των καθυστερήσεων τους. Η θετική αυτοσυσχέτιση

μπορεί να θεωρηθεί ως μια τάση για την υπηρεσία δεδομένων να διατηρήσει τις ίδιες τιμές

φόρτου από τη μια χρονική περίοδο στην άλλη. Στην πειραματική αξιολόγηση, θα δούμε

διαγράμματα της αποσύνθεσης  χρονοσειρών και της αυτοσυσχέτισης.

Το Auto-Regressive Moving-Average (ARMA) είναι ένα μοντέλο πρόβλεψης

χρονοσειρών που αποτελείται από το τμήμα Auto-Regressive (AR) που περιλαμβάνει την

παλινδρόμηση της μεταβλητής στις δικές της τιμές καθυστέρησης και το τμήμα

Moving-Average (MA) που μοντελοποιεί το σφάλμα ως ένα γραμμικό συνδυασμό

σφαλμάτων που εμφανίζονται ταυτόχρονα και σε διάφορες χρονικές στιγμές. Το μοντέλο

ARMA χαρακτηρίζεται από δύο τιμές: τον αριθμό του αυτοπαλινδρομικού όρου p και τον

αριθμό των σφαλμάτων πρόβλεψης με καθυστέρηση στην εξίσωση πρόβλεψης, q.

Το ARMA χρησιμοποιείται σε σταθερές χρονοσειρές. Εάν η χρονοσειρά δεν είναι

σταθερή, εφαρμόζουμε την πράξη διαφοροποίησης λαμβάνοντας τη διαφορά μεταξύ των

τιμών δεδομένων και των προηγούμενων τιμών. Ο αριθμός των φορών που πρέπει να

διαφοροποιηθεί η αρχική χρονοσειρά για να επιτευχθεί σταθερότητα που συμβολίζεται με τον

όρο d.
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Το μοντέλο πρόβλεψης Autoregressive Integrated Moving Average (ARIMA)

βασίζεται στο ARMA και κάνει και αυτό χρήση του d προκειμένου να κάνει τις διάφορες

χρονοσειρές σταθερές. Για να καθοριστεί η βέλτιστη σειρά ARMA και ARIMA των όρων p, q

και d, μπορούμε να προσδιορίσουμε τη σειρά διαφοροποίησης του d με δοκιμές μηδενικής

υπόθεσης Kwiatkowski–Phillips–Schmidt–Shin [21], Augmented Dickey-Fuller ή

Phillips–Perron.
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8. Αρχιτεκτονικές Κωδικοποιητή- Αποκωδικοποιητή

για τη πρόβλεψη φόρτου δικτύου σε μορφή

πολλαπλών βημάτων

Αυτό που κάνει τα μοντέλα κωδικοποιητή-αποκωδικοποιητή ιδανικό υποψήφιο για

πρόβλεψη τύπου seq2seq είναι η εγγενής ικανότητά τους να χαρτογραφούν αλληλουχίες

διαφορετικού μήκους μεταξύ τους. Αυτή η λειτουργικότητα είναι το αποτέλεσμα της

αρχιτεκτονικής του μοντέλου. Ο κωδικοποιητής παίρνει την ακολουθία εισόδου και

αναπαριστά τις πληροφορίες ως μεταβλητές. Ο αποκωδικοποιητής ρυθμίζεται στις τελικές

καταστάσεις του κωδικοποιητή και εκπαιδεύεται κατάλληλα ώστε να δημιουργεί εξόδους με

βάση τις πληροφορίες που συλλέγει ο κωδικοποιητής. Στο Σχήμα 11 απεικονίζεται μια τυπική

τοπολογία κωδικοποιητή-αποκωδικοποιητή.
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Σχήμα 11: Μια τυπική τοπολογία κωδικοποιητή-αποκωδικοποιητή
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8.1 Κωδικοποιητές

1) Κωδικοποιητής απλών LSTM: Για τη δημιουργία του αρχιτεκτονικής κωδικοποιητή

της χρησιμοποιήθηκε ένα μοντέλο LSTM μονής κατεύθυνσης. Αυτό το μοντέλο λαμβάνει ως

είσοδο τις τιμές που αντιστοιχούν στα τελευταία 3 χρονικά βήματα και παράγει ένα διάνυσμα

εξόδου N στοιχείων που αποτελεί μια αρχική αναπαράσταση της ακολουθίας εισόδου. Το

μέγεθος του N αντιστοιχεί στον αριθμό των μονάδων LSTM που χρησιμοποιούνται.

2) Κωδικοποιητής αμφίδρομων LSTM: Σε αντίθεση με τον προηγούμενο

κωδικοποιητή, ο κωδικοποιητής αμφίδρομων LSTM αποτελείται από ένα μοντέλο

αμφίδρομων LSTMs. Αυτό το μοντέλο λαμβάνει ως είσοδο τις τιμές που αντιστοιχούν στα

τελευταία 3 χρονικά βήματα και παράγει ένα διάνυσμα εξόδου N στοιχείου που αποτελεί μια

αρχική αναπαράσταση της ακολουθίας εισόδου. Το μέγεθος του N αντιστοιχεί στον αριθμό

των μονάδων αμφίδρομων LSTMs που χρησιμοποιούνται.

3) Κωδικοποιητής CNN-LSTM: Τα νευρωνικά δίκτυα συνέλιξης (Convolution Neural

Networks) (CNN) δεν έχουν σχεδιαστεί για να δέχονται είσοδο σε μορφή ακολουθιών.

Ωστόσο, ένα μονοδιάστατο επίπεδο CNN είναι ικανό να λαμβάνει χρονοσειρές ως είσοδο και

στη συνέχεια να μαθαίνει τα κύρια χαρακτηριστικά τους. Επιπλέον, τόσο τα CNN όσο και τα

LSTM αναμένουν μια τρισδιάστατη είσοδο. Όσον αφορά τα CNN, αυτό το σχεδιαστικό

χαρακτηριστικό έχει διαμορφωθεί για να μπορεί να λαμβάνει τα τρία διαφορετικά κανάλια

που στα χρώματα κόκκινο, πράσινο και μπλε . Τα LSTM από την άλλη πλευρά απαιτούν μια

τρισδιάστατη είσοδο που αντιστοιχεί στον α) αριθμό δειγμάτων, β) αριθμό χρονικών βημάτων

προς εξέταση και γ) αριθμό χαρακτηριστικών. Χρησιμοποιούνται δύο μονοδιάστατα επίπεδα

συνέλιξης. Το πρώτο διαβάζει την ακολουθία εισόδου και προβάλλει το αποτέλεσμα σε έναν

χάρτη χαρακτηριστικών. Το δεύτερο λαμβάνει ως είσοδο την έξοδο του πρώτου και εκτελεί

την ίδια λειτουργία για να ενισχύσει όποια τυχόν σημαντικά χαρακτηριστικά εμπεριέχονται

στον αρχικό χάρτη χαρακτηριστικών. Στη συνέχεια χρησιμοποιείται ένα επίπεδο max-pooling

προκειμένου να συγκεντρωθούν χαρακτηριστικά από τους χάρτες που δημιουργήθηκαν από

τα δύο προηγούμενα επίπεδα. Τέλος, χρησιμοποιείται ένα επίπεδο επίπεδο για να

αναδιαμορφώσει την έξοδο του κωδικοποιητή στο επιθυμητό σχήμα, το οποίο μπορεί στη

συνέχεια να επεξεργαστεί ο αποκωδικοποιητής.
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4) Υβριδικό μοντέλο απλών και αμφίδρομων LSTM: Αυτό το νέο αρχιτεκτονικό

μοντέλο είναι το προϊόν της χρήσης αμφίδρομων και απλών LSTM αντί μόνο του ενός εκ των

δύο. Το επίπεδο εισόδου είναι ένα αμφίδρομο LSTM. Στη συνέχεια, ένα επίπεδο LSTM

μονής κατεύθυνσης στοιβάζεται πάνω από το διπλής κατεύθυνσης. Το αμφίδρομο στρώμα

θα παρέχει μια έξοδο κρυφής κατάστασης για κάθε χρονικό βήμα σε τρισδιάστατη μορφή, η

οποία στη συνέχεια χρησιμοποιείται ως είσοδος από το στρώμα μονής κατεύθυνσης. Η

βασική ιδέα πίσω από αυτήν την αρχιτεκτονική επιλογή είναι το γεγονός ότι με την εισαγωγή

ετερογενών επιπέδων το μοντέλο θα μπορεί να εκμεταλλευτεί τις χρονικές συσχετίσεις που

υπάρχουν στις διάφορες χρονοσειρές με πιο εξελιγμένο τρόπο σε σύγκριση με τα υπόλοιπα

μοντέλα. Επιπλέον, το γεγονός ότι χρησιμοποιούνται πολλαπλά επίπεδα επιτρέπει την

αναπαράσταση των χαρακτηριστικών της ακολουθίας εισόδου με πιο εύρωστο τρόπο. Η ίδια

σχεδιαστική λογική εφαρμόζεται και επίπεδο αποκωδικοποιητή προκειμένου να

αντικατοπτρίζεται η μορφολογία του κωδικοποιητή. Αντί για το βασικό μοντέλο LSTM που

χρησιμοποιήθηκε στους αποκωδικοποιητές των μοντέλων που αναλύθηκαν προηγουμένως,

το υβριδικό μοντέλο χρησιμοποιεί ένα στρώμα διπλής κατεύθυνσης στοιβαγμένο πάνω σε

ένα στρώμα μονής κατεύθυνσης. Αυτή η δομική συμμετρία επιτρέπει στον αποκωδικοποιητή

να ανακατασκευάσει ορθά τα υποκείμενα χρονικά μοτίβα της ακολουθίας εισόδου.

8.2 Αποκωδικοποιητής

Ο αποκωδικοποιητής υλοποιείται με τη χρήση ενός μοντέλου LSTM. Κάθε μονάδα

που αποτελεί μέρος του αποκωδικοποιητή αναμένεται να δώσει μια τιμή για κάθε ένα από τα

5 μελλοντικά χρονικά βήματα που εξετάζονται. Για να γίνει αυτό, χρησιμοποιείται ένα επίπεδο

Repeat-Vector. Επιπλέον, είναι απαραίτητο να ενσωματωθούν δύο επιπλέον στρώματα. Τα

επίπεδα αυτά είναι το επίπεδο ερμηνείας και το επίπεδο εξόδου. Το επίπεδο ερμηνείας είναι

ουσιαστικά ένα πλήρως συνδεδεμένο επίπεδο και Ο σκοπός του είναι να ερμηνεύσει ορθά

κάθε χρονικό βήμα στην ακολουθία εξόδου του αποκωδικοποιητή και να στείλει το προϊόν

που προκύπτει στο επίπεδο εξόδου. Αυτή η συγκεκριμένη μεθοδολογία έχει ως αποτέλεσμα

μια πρόβλεψη ενός βήματος στην ακολουθία εξόδου. Δεδομένου ότι είναι επιθυμητή η

πρόβλεψη των επόμενων 5 βημάτων, είναι απαραίτητο να τυλιχτεί τόσο το επίπεδο

ερμηνείας όσο και το επίπεδο εξόδου μέσα σε ένα περιτύλιγμα Time2Vec. Με αυτόν τον

τρόπο, όλα τα στοιχεία της εξόδου που παρέχεται από τον αποκωδικοποιητή θα υποβληθούν

σε επεξεργασία από το ίδιο πλήρως συνδεδεμένο επίπεδο εξόδου.
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8.3 Βελτιστοποίηση υπερπαραμέτρων

Για να βρεθούν οι βέλτιστες τιμές για τις διάφορες υπερπαραμέτρους

χρησιμοποιήθηκε η Bayesian βελτιστοποίηση που παρέχεται από τη μονάδα Keras-Tuner. Οι

συγκεκριμένες παράμετροι που εξετάστηκαν ήταν ο αριθμός των εποχών, ο ρυθμός

εκμάθησης, ο αριθμός των μονάδων στο επίπεδο εισόδου, ο αριθμός των μονάδων στο

επίπεδο LSTM του αποκωδικοποιητή και πιο συγκεκριμένα ο αριθμός των μονάδων για τα

επίπεδα LSTM και αμφίδρομων LSTM που αποτελούν το Υβριδική αρχιτεκτονική

κωδικοποιητή - αποκωδικοποιητή.
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9. Πειραματική Αξιολόγηση μέρος Β

9.1 Υλοποίηση Μοντέλου, Πλαίσια και Σύνολο Δεδομένων

Οι τέσσερις κωδικοποιητές-αποκωδικοποιητές, τα μοντέλα ARMA και ARIMA

υλοποιούνται στην Python 3 χρησιμοποιώντας τα πλαίσια NumPy, pandas, statistics,

Scikit-learn, SciPy, Scikit-Optimize, TensorFlow 2 και το API Keras υψηλότερου επιπέδου.

Το περιβάλλον που χρησιμοποιήσαμε είναι το σημειωματάριο Jupyter του Google

Colaboratory. Ο πηγαίος κώδικας των πειραμάτων είναι διαθέσιμος στο τέλος της

διπλωματικής εργασίας στο παράρτημα. Τα πειράματα πραγματοποιήθηκαν σε ένα

πραγματικό σύνολο δεδομένων με ίχνη TCP υπηρεσιών δεδομένων και ομαδοποιήθηκαν

σε βήματα διάρκειας πέντε λεπτών.

9.2 Μετρικές Αξιολόγησης

Για να αξιολογηθεί η ακρίβεια του προτεινόμενου μοντέλου, χρησιμοποιήθηκαν

μετρήσεις σφάλματος και μετρήσεις χρόνου. Στις μετρήσεις σφάλματος ανήκουν το μέσο

απόλυτο σφάλμα (MAE) και το μέσο τετραγωνικό σφάλμα (RMSE). Το MAE εκφράζει τη

μέση απόλυτη διαφορά μεταξύ των τιμών στόχου και των προβλεπόμενων τιμών. Το μέσο

τετραγωνικό σφάλμα εκφράζει την τυπική απόκλιση των σφαλμάτων δίνοντας έμφαση στην

διασπορά των σφαλμάτων στον χώρο τιμών. Το MAE προτιμάται όταν όλα τα σφάλματα

έχουν την ίδια σημασία, ενώ το RMSE όταν πρέπει να τιμωρούμε τα μεγάλα σφάλματα

ακόμα και αν είναι λίγα. Στα πειράματά που πραγματοποιήθηκαν, ο όγκος των

μεταδιδόμενων δεδομένων εκφράζεται σε megabytes και η διάρκεια των υπηρεσιών σε

δευτερόλεπτα.

Στους πίνακες 3 εώς 5, γίνεται αξιολόγηση για κάθε χρονικό βήμα ξεχωριστά ώστε να

καθοριστεί η ικανότητα πρόβλεψης των μοντέλων σε κάθε συγκεκριμένο χρονικό βήμα.

9.3 Διερευνητική Ανάλυση Δεδομένων

Λόγω της μορφολογίας των δεδομένων φόρτου και του αριθμού των αιτημάτων,

εμφανίζεται μια συνεχής ισχυρή συσχέτιση μεταξύ των τιμών καθυστέρησης. Αυτό
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απεικονίζεται στα Σχήματα 12 και 13 όπου ο άξονας x των γραφημάτων ACF και PACF

υποδεικνύει την καθυστέρηση βάση της οποίας υπολογίζεται ο συντελεστής αυτοσυσχέτισης

και ο συντελεστής μερικής αυτοσυσχέτισης. Ο άξονας y δείχνει την τιμή της συσχέτισης

(μεταξύ -1 και 1). Συνεπώς πρέπει να χρησιμοποιηθούν πολύπλοκα μοντέλα προκειμένου να

ενσωματωθεί ορθά το moving average με βάση τις ισχυρά συσχετισμένες καθυστερήσεις

που προέρχονται από το διάγραμμα αυτοσυσχέτισης, λόγω της υψηλής τιμής του moving

average. Για το λόγο αυτό, ο αριθμός των αιτημάτων και ο όγκος των δεδομένων ορίζονται

καλύτερα από τα διαγράμματα μερικής αυτοσυσχέτισης που αφαιρούν τις έμμεσες

συσχετίσεις.

Σχήμα 12: Αυτοσυσχέτιση και μερική αυτοσυσχέτιση όγκου δεδομένων.
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Σχήμα 13: Αυτοσυσχέτιση και μερική αυτοσυσχέτιση αριθμού αιτημάτων.

Από την γραφική παράσταση μερικής αυτοσυσχέτισης του όγκου δεδομένων,

παρατηρούμε ότι οι συνολικές τιμές επισκεψιμότητας σχηματίζουν ισχυρές εξαρτήσεις σε

εύρος 2-3 τιμών και στη συνέχεια τείνουν να παρουσιάζουν αποκλίσεις στη συμπεριφορά

τους. Δεδομένης αυτής της παρατήρησης, είναι ασφαλές να συμπεράνουμε ότι σε ένα

μοντέλο πρόβλεψης είναι σημαντικό να λαμβάνονται υπόψη οι τιμές που είναι έως και 10-15

λεπτά πριν από το τρέχον χρονικό βήμα. Με παρόμοιο τρόπο, η γραφική παράσταση

μερικής αυτοσυσχέτισης του αριθμού των αιτημάτων δείχνει ότι σχηματίζονται ισχυρές

σχέσεις μερικής αυτοσυσχέτισης για τιμές που είναι ίσες με 1, 2 και 3. Συμπεραίνουμε έτσι

ότι κάθε τρέχουσα τιμή εξαρτάται σε σημαντικό βαθμό από τα προηγούμενα χρονικά βήματα,

και πως για να επιτύχουμε μεγαλύτερη ακρίβεια πρόβλεψης, πρέπει να συμπεριλάβουμε τις

τιμές για τα τελευταία 3 χρονικά βήματα. Επιπλέον, παρατηρώντας τα διαγράμματα

συμπεραίνουμε ότι δεν υπάρχει εποχικότητα στα δεδομένα, καθώς η κατανομή των τιμών

είναι τυχαία.
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Σχήμα 14: Περιοδικότητας διάρκειας συνεδρίας.

Μετά την εξέταση των γραφημάτων αυτοσυσχέτισης και μερικής αυτοσυσχέτισης

φαίνεται να μην υπάρχει εποχικότητα όσον αφορά τις τιμές δεδομένων. Προκειμένου να

κατανοηθούν καλύτερα τα πρότυπα συμπεριφοράς των δεδομένων σε πολλαπλά χρονικά

βήματα, είναι επιτακτική ανάγκη να αλλάξουμε τη συχνότητα παρατήρησης περιοδικών

φαινομένων, προκειμένου να εστιάσουμε αρχικά σε συχνότητες επιπέδου ημέρας, που

θεωρητικά είναι το επίπεδο στο οποίο τείνουν να εκδηλώνονται τα διάφορα περιοδικά

φαινόμενα σχετικά με τα δεδομένα φόρτου δικτύου. Από τα αποτελέσματα των σχημάτων

14, 15 και 16 εμφανίζεται περιοδικότητα στον όγκο των δεδομένων και στον αριθμό των

αιτημάτων.

Σχήμα 15: Περιοδικότητα αριθμού αιτημάτων.

Τα μοτίβα περιοδικότητας έχουν κάποιες διακυμάνσεις τιμών σε σχέση με κάθε περίοδο

σήματος, μπορούμε να συμπεράνουμε με ασφάλεια πως υπάρχει ημερήσια περιοδικότητα
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στις τιμές των δεδομένων. Αντίθετα, κατά την εξέταση της συχνότητας σε επίπεδο ώρας, οι

τιμές σχηματίζουν μεγάλες διακυμάνσεις, χωρίς τα δεδομένα να συγκλίνουν σε ένα σταθερό

περιοδικό φαινόμενο. Τέλος, παρατηρείται ότι για τη συχνότητα επιπέδου ημέρας οι τιμές του

θορύβου στο σήμα όγκο δεδομένων αποτυπώνονται περισσότερο με πιο σαφή τρόπο.

Σχήμα 16: Περιοδικότητα όγκου δεδομένων

9.4 Αξιολόγηση αποτελεσμάτων πρόβλεψης

Πίνακας 2.

Ο Πίνακας 2 συνοψίζει τη σύγκριση της πρόβλεψης σε επίπεδο ενός σταδίου. Για την

πρόβλεψη ενός βήματος, το μοντέλο LSTM έχει καλύτερη ακρίβεια αιτημάτων αιτημάτων και

όγκου δεδομένων. Κάνοντας πειράματα με μοντέλα πολλαπλών βημάτων είδαμε ότι οι

κωδικοποιητές-αποκωδικοποιητές ξεπερνούν το μοντέλο ARIMA. Έτσι, απεικονίζονται στους

πίνακες 3 εώς 5 μόνο τις διάφορες αρχιτεκτονικές κωδικοποιητή - αποκωδικοποιητή.

78



Πίνακας 3.

Πίνακας 4.

Πίνακας 5.

Κατά την προσπάθεια εκτέλεσης πρόβλεψης πολλαπλών βημάτων, αναμένεται ότι οι

μετρήσεις RMSE και το MAE επηρεάζονται σε μεγάλο βαθμό από το πόσο μακριά στο

μέλλον προσπαθούμε να προβλέψουμε. Με άλλα λόγια, τα RMSE και MAE του πρώτου

χρονικού βήματος αναμένεται να είναι χαμηλότερα σε σύγκριση με αυτά του πέμπτου

χρονικού βήματος. Αυτές οι εκτιμήσεις ικανοποιούνται μετά την εξέταση των προβλέψεων

πολλαπλών βημάτων που παράγονται από τα μοντέλα κωδικοποιητή-αποκωδικοποιητή σε

σχέση με έναν αριθμό αιτημάτων και του όγκου δεδομένων, όπως μπορούμε να δούμε στον

Πίνακα 3 και τον Πίνακα 4 αντίστοιχα.

Όσον αφορά την πρόβλεψη διάρκειας σε όλα τα μοντέλα που εφαρμόζονται, φαίνεται

να υπάρχει ένα σαφές μοτίβο όπως μπορούμε να δούμε στον Πίνακα 5. Τα αποτελέσματα

RMSE και MAE στα διάφορα χρονικά βήματα είναι σχετικά τα ίδια. Αυτό το φαινόμενο

προκαλείται από το γεγονός ότι οι χρονοσειρές διάρκειας φέρουν μηδενική αυτοσυσχέτιση,

καθιστώντας έτσι τα διάφορα μοντέλα ανίκανα να πραγματοποιήσουν ορθές προβλέψεις

βασισμένες σε χρονικά μοτίβα. Αντίθετα, τα μοντέλα αναγκάζονται να παράγουν προβλέψεις

με βάση τη θεμελιώδη ταλάντωση της χρονοσειράς διάρκειας προκειμένου να

ελαχιστοποιηθεί η συνάρτηση απώλειας κατά τη φάση προσαρμογής.
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Το γεγονός ότι το υβριδικό μοντέλο χρησιμοποιεί μεγαλύτερο αριθμό στρωμάτων του

επιτρέπει να αξιοποιεί καλύτερα τα χαρακτηριστικά του σήματος σε σύγκριση με τα άλλα

μοντέλα. Αυτό το φαινόμενο ενισχύεται από το γεγονός ότι το υβριδικό μοντέλο αποτελείται

από ετερογενή στρώματα (αμφίδρομα και απλά) τα οποία επιτρέπουν την εκμετάλλευση των

χρονικών μοτίβων με πιο ορθό τρόπο.

Αυτός ο ισχυρισμός υποστηρίζεται από το γεγονός ότι το υβριδικό μοντέλο παρήγαγε

τις καλύτερες βαθμολογίες RMSE όσον αφορά τον όγκο των δεδομένων και τον αριθμό των

αιτημάτων. Από την άλλη πλευρά, οι καλύτερες βαθμολογίες MAE σε σχέση με τον όγκο

δεδομένων και τον αριθμό των αιτημάτων παρήχθησαν από διάφορα μοντέλα βασισμένα στο

LSTM των οποίων η απλούστερη και πιο ρηχή αρχιτεκτονική τους επέτρεψε να συντονιστούν

στη θεμελιώδη ταλάντωση των αντίστοιχων χρονοσειρών. Ωστόσο, το υβριδικό μοντέλο ήταν

σε θέση να ακολουθήσει το σήμα με μεγαλύτερη ακρίβεια, έχοντας τη δυνατότητα να παράγει

προβλέψεις πιο κοντά στις πραγματικές τιμές.

9.5 Συμπεράσματα

Έγινε πρόβλεψη φόρτου δικτύου σε επίπεδο πολλαπλών βημάτων. Η αρχιτεκτονική

κωδικοποιητή-αποκωδικοποιητή ξεπερνά άλλες στατιστικές μεθόδους όσον αφορά το RMSE

για όλα τα χρονικά βήματα και τις μετρήσεις κίνησης. Προτάθηκε επίσης μια καινοτόμος

αρχιτεκτονική υβριδικού κωδικοποιητή-αποκωδικοποιητή με απλά και αμφίδρομα επίπεδα

LSTMs που στα περισσότερα πειράματα παρουσίασαν τα καλύτερα αποτελέσματα. Ο κύριος

περιορισμός της προτεινόμενης προσέγγισης είναι η επιπλέον επιβάρυνση των Edge

υποδομών εξαιτίας της παρακολούθησης και της λήψης αποφάσεων που απαιτούνται.

Η πρόβλεψη φόρτου δικτύου πολλαπλών βημάτων μπορεί να αξιοποιηθεί από τις

σύγχρονες υποδομές Edge και Cloud computing για την εκπλήρωση των διαφόρων QoS

απαιτήσεων των υπηρεσιών και τη βελτιστοποίηση της διαχείρισης των πόρων

υπολογισμού, αποθήκευσης και δικτύου.
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Ευρετήριο όρων

GRU Gated Recurrent Unit Επαναλαμβανόμενη Μονάδα
που κάνει χρήση Πυλών

LSTM Long Short Term Memory Μακρά Βραχεία Μνήμη

HBES Hybrid Bayesian Evolution Strategy Υβριδική Bayesian
Εξελικτική Στρατηγική

QoS Quality of Service Ποιότητα Υπηρεσίας

QoE Quality of Experience Ποιότητα Εμπειρίας

XR Extended Reality Εκτεταμένη Πραγματικότητα

AR Augmented Reality Επαυξημένη
Πραγματικότητα

VR Virtual Reality Εικονική Πραγματικότητα

CI/CD Continuous Integration / Continuous Delivery Συνεχής Ενσωμάτωση /
Συνεχής Παράδοση

LCM Life Cycle Management Διαχείριση Κύκλου Ζωής

AI Artificial Intelligence Τεχνητή Νοημοσύνη

ZSM Zero-touch Network and Slice Life-cycle
Management

Διαχείριση Φετών Κύκλου
Ζωής σε Δίκτυο Μηδενικής
Επαφής

KPI Key Performance Indicators Βασικοί Δείκτες Επίδοσης

UC Use Case Περίπτωση Χρήσης

H3D Holographic 3 Dimensional Τρισδιάστατο Ολογραφικό

CPU Central Processing Unit Κεντρική Μονάδα
Επεξεργασίας

RAM Random Access Memory Μνήμη τυχαίας
Προσπέλασης

GPU Graphics Processing Unit Μονάδα Επεξεργασίας
Γραφικών

CHARITY Cloud for Holography and Augmented
RealITY

Cloud για Ολογραφία και
Επαυξημένη
Πραγματικότητα
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GATE Geometric Algebra inTerpolation Engine Μηχανή Παρεμβολής
Γραμμικής Άλγεβρας

AMF Application Management Framework Πλαίσιο Διαχείρισης
Εφαρμογής

NFL Network Function Layer Επίπεδο Λειτουργιών
Δικτύου

CAL Convergence and Abstraction Layer Επίδεδο Αφαιρετικότητας και
Σύγκλισης

NSUP Network Security User Privacy Ασφάλεια Δικτύου
Ιδιωτικότητα Χρήστη

IaaS Infrastructure as a Service Υποδομή ως Υπηρεσία

PaaS Platform as a Service Πλατφόρμα ως Υπηρεσία

AIRO Artificial Intelligence Resource Orchestrator Ενορχηστρωτής Πόρων που
βασίζεται στη Τεχνητή
Νοημοσύνη

LFU Last Frequency Used που Χρησιμοποιήθηκε
Τελευταίο

SDN Software Defined Networking Δικτύωση που βασίζεται στο
λογισμικό

DRL Deep Reinforcement Learning Βαθιά Ενισχυτική Μάθηση

GNN Graph Neural Networks Νευρωνικά Δίκτυα Γράφων

IoT Internet of Things Διαδίκτυο των Πραγμάτων

RNN Recurrent Neural Networks Επαναλαμβανόμενα
Νευρωνικά Δίκτυα

ARIMA AutoRegressive Integrated Moving Average

ARMA AutoRegressive Moving Average

SLA Service Level Agreements Συμφωνία Επιπέδου
Υπηρεσίας

MSE Mean Squared Error Μέσο Τετραγωνικό Σφάλμα

MAE Mean Absolute Error Μέσο Απόλυτο Σφάλμα

GA Genetic Algorithm Γενετικός Αλγόριθμος

ES Evolution Strategy Εξελικτική Στρατηγική

BO Bayesian Optimization Bayesian Βελτιστοποίηση
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TCP/IP Transfer Control Protocol / Internet Protocol Πρωτοκόλλου Ελέγχου
Μεταφοράς / Πρωτοκόλλου
Διαδικτύου

TCP Transfer Control Protocol Πρωτοκόλλου Ελέγχου
Μεταφοράς

SARIMA AutoRegressive Moving Average

ANN Artificial Neural Networks Τεχνητά Νευρωνικά Δίκτυα

CNN Convolution Neural Network Νευρωνικά Δίκτυα Συνέλιξης

IP Internet Protocol Πρωτοκόλλου Διαδικτύου

seq2seq sequence to sequence ακολουθία σε ακολουθία
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Παράρτημα Κώδικα

LSTM

#!/usr/bin/env python
# coding: utf-8
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import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
from numpy import zeros, newaxis
import keras
import tensorflow as tf
get_ipython().run_line_magic('matplotlib', 'inline')
plt.rcParams.update({'figure.figsize':(7,5), 'figure.dpi':100})
get_ipython().system('pip install seaborn')
import seaborn as sns
from math import sqrt
from numpy import split
from numpy import array
from pandas import read_csv
from sklearn.metrics import mean_squared_error
from matplotlib import pyplot
from keras.models import Sequential
from keras.layers import Dense
from keras.layers import Flatten
from keras.layers import LSTM
from keras.layers import TimeDistributed
from keras.layers import RepeatVector
from keras.layers.convolutional import Conv1D
from keras.layers.convolutional import MaxPooling1D
from tensorflow_addons.layers import MultiHeadAttention
from keras.layers import Bidirectional
from keras.optimizers import Adam
from sklearn.metrics import mean_absolute_error
import seaborn as sns
from keras.layers import Dense, Dropout, Flatten
import time

df=pd.read_csv("expanded-lbl.csv",sep=",",header=None)

for x in range(40):
df.at[x,0]=0
df.at[x,1]=0

arr = [0 for j in range(8420)]
cnt=0

90



j=0

for x in range(0,336760):
if((x)%40==0):

arr[j]=cnt
cnt=0
j=j+1

cnt=cnt+df.iloc[x,5]

def split_dataset(data):
train, test = data[0:5892], data[5892:8418]

return train, test

# create sequences
def split_sequence(seq, steps, out):

X, Y = list(), list()
for i in range(len(seq)):

end = i + steps
outi = end + out
if outi > len(seq)-1:

break
seqx, seqy = seq[i:end], seq[end:outi]
X.append(seqx)
Y.append(seqy)

return np.array(X), np.array(Y)

train, test = split_dataset(arr)

# number of time steps
steps = 3
out = 5
features=1

# split into samples
X_train, Y_train = split_sequence(train, steps, out)
X_test, Y_test = split_sequence(test, steps, out)
X_train = X_train.reshape((Y_train.shape[0], X_train.shape[1], features))
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# define model
model = Sequential()
model.add(LSTM(180, activation='relu', input_shape=(steps, features)))
model.add(Dense(1))
adam = Adam(lr=0.0001)
model.compile(optimizer=adam, loss='mse')

# fit model
model.fit(X_train, Y_train, epochs=66, verbose=0)

preds=[]

for i in range(2518):
tmp = np.array(X_test[i])
tmp = prox.reshape((1, 3, n_features))

yhat = model.predict(tmp, verbose=0)
preds.append(yhat)

preds=np.array(preds)
preds=preds.reshape(2518,5)
Y_test=np.array(y_test)
Y_test.reshape(2518,5)

def column(matrix, i):
return [row[i] for row in matrix]

a_preds=column(preds,4)
a_test=column(y_test,4)

rms = mean_squared_error(a_preds, a_test, squared=False)
print(rms)
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mea=mean_absolute_error(a_preds, a_test)
print(mea)

LSTM_ED:

#!/usr/bin/env python
# coding: utf-8

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
from numpy import zeros, newaxis
import keras
import tensorflow as tf
get_ipython().run_line_magic('matplotlib', 'inline')
plt.rcParams.update({'figure.figsize':(7,5), 'figure.dpi':100})
get_ipython().system('pip install seaborn')
import seaborn as sns
from math import sqrt
from numpy import split
from numpy import array
from pandas import read_csv
from sklearn.metrics import mean_squared_error
from matplotlib import pyplot
from keras.models import Sequential
from keras.layers import Dense
from keras.layers import Flatten
from keras.layers import LSTM
from keras.layers import TimeDistributed
from keras.layers import RepeatVector
from keras.layers.convolutional import Conv1D
from keras.layers.convolutional import MaxPooling1D
from tensorflow_addons.layers import MultiHeadAttention
from keras.layers import Bidirectional
from keras.optimizers import Adam
from sklearn.metrics import mean_absolute_error
import seaborn as sns
from keras.layers import Dense, Dropout, Flatten
import time

df=pd.read_csv("expanded-lbl.csv",sep=",",header=None)
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for x in range(40):
df.at[x,0]=0
df.at[x,1]=0

arr = [0 for j in range(8420)]
cnt=0
j=0

for x in range(0,336760):
if((x)%40==0):

arr[j]=cnt
cnt=0
j=j+1

cnt=cnt+df.iloc[x,5]

def split_dataset(data):
train, test = data[0:5892], data[5892:8418]

return train, test

# create sequences
def split_sequence(seq, steps, out):

X, Y = list(), list()
for i in range(len(seq)):

end = i + steps
outi = end + out
if outi > len(seq)-1:

break
seqx, seqy = seq[i:end], seq[end:outi]
X.append(seqx)
Y.append(seqy)

return np.array(X), np.array(Y)
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train, test = split_dataset(arr)

# number of time steps
steps = 3
out = 5
features=1

# split into samples
X_train, Y_train = split_sequence(train, steps, out)
X_test, Y_test = split_sequence(test, steps, out)
X_train = X_train.reshape((Y_train.shape[0], X_train.shape[1], features))

# define model
model = Sequential()
model.add(LSTM(180, activation='relu', input_shape=(steps, features)))
model.add(Dense(1))
adam = Adam(lr=0.0001)
model.compile(optimizer=adam, loss='mse')

# fit model
model.fit(X_train, Y_train, epochs=66, verbose=0)

preds=[]

for i in range(2518):
tmp = np.array(X_test[i])
tmp = prox.reshape((1, 3, n_features))

yhat = model.predict(tmp, verbose=0)
preds.append(yhat)

preds=np.array(preds)
preds=preds.reshape(2518,5)
Y_test=np.array(y_test)
Y_test.reshape(2518,5)
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def column(matrix, i):
return [row[i] for row in matrix]

a_preds=column(preds,4)
a_test=column(y_test,4)

rms = mean_squared_error(a_preds, a_test, squared=False)
print(rms)
mea=mean_absolute_error(a_preds, a_test)
print(mea)

BIDIRECTIONAL LSTM_ED:

#!/usr/bin/env python
# coding: utf-8

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
from numpy import zeros, newaxis
import keras
import tensorflow as tf
get_ipython().run_line_magic('matplotlib', 'inline')
plt.rcParams.update({'figure.figsize':(7,5), 'figure.dpi':100})
get_ipython().system('pip install seaborn')
import seaborn as sns
from math import sqrt
from numpy import split
from numpy import array
from pandas import read_csv
from sklearn.metrics import mean_squared_error
from matplotlib import pyplot
from keras.models import Sequential
from keras.layers import Dense
from keras.layers import Flatten
from keras.layers import LSTM
from keras.layers import TimeDistributed
from keras.layers import RepeatVector
from keras.layers.convolutional import Conv1D
from keras.layers.convolutional import MaxPooling1D
from tensorflow_addons.layers import MultiHeadAttention
from keras.layers import Bidirectional
from keras.optimizers import Adam
from sklearn.metrics import mean_absolute_error
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import seaborn as sns
from keras.layers import Dense, Dropout, Flatten
import time

#load dataset
df=pd.read_csv("expanded-lbl.csv",sep=",",header=None)

for x in range(40):
df.at[x,0]=0
df.at[x,1]=0

arr = [0 for j in range(8420)]
cnt=0
j=0

#create sums for selected inputs / columns (5: traffic , 7: number of requests) - each sum
corresponds to one time-step
for x in range(0,336760):

if((x)%40==0):
arr[j]=cnt
cnt=0
j=j+1

cnt=cnt+df.iloc[x,5]

# split dataset for train - test
def split_dataset(data):

train, test = data[0:5892], data[5892:8418]

return train, test

# create sequences
def split_sequence(seq, steps, out):
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X, Y = list(), list()
for i in range(len(seq)):

end = i + steps
outi = end + out
if outi > len(seq)-1:

break
seqx, seqy = seq[i:end], seq[end:outi]
X.append(seqx)
Y.append(seqy)

return np.array(X), np.array(Y)

train, test = split_dataset(arr)

# number of time steps -input
steps = 3
# number of time steps -output
out = 5
features=1

# split into samples
X_train, Y_train = split_sequence(train, steps, out)
X_test, Y_test = split_sequence(test, steps, out)
X_train = X_train.reshape((X_train.shape[0], X_train.shape[1], features))
Y_train = Y_train.reshape((Y_train.shape[0], Y_train.shape[1], 1))

model = Sequential()
model.add(Bidirectional(LSTM(180, activation='relu', input_shape=(steps, features))))
model.add(RepeatVector(out))
model.add(Bidirectional(LSTM(180, activation='relu',return_sequences=True)))
model.add(TimeDistributed(Dense(64, activation='relu')))
model.add(TimeDistributed(Dense(1)))
adam = Adam(lr=0.001)
model.compile(loss='mse', optimizer=adam)

# fit model
model.fit(X_train, Y_train, epochs=66, verbose=0)

# produce predictions
preds=[]
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for i in range(2518):
tmp = np.array(X_test[i])
tmp = prox.reshape((1, 3, n_features))

yhat = model.predict(tmp, verbose=0)
preds.append(yhat)

# resize predictions to be compliant with the format
preds=np.array(preds)
preds=preds.reshape(2518,5)
Y_test=np.array(Y_test)
Y_test.reshape(2518,5)

# produce time-step specific predictions
def column(matrix, i):

return [row[i] for row in matrix]
# set the specific time-step to be examined (0 : 4)
a_preds=column(preds,0)
a_test=column(y_test,0)

#print RMSE
rms = mean_squared_error(preds, Y_test, squared=False)
print(rms)
#print MAE
mea=mean_absolute_error(preds, Y_test)
print(mea)

#print time-step specific RMSE
rms = mean_squared_error(a_preds, a_test, squared=False)
print(rms)

#print time-step specific MAE
mea=mean_absolute_error(a_preds, a_test)
print(mea)

CNN-LSTM_ED:

#!/usr/bin/env python
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# coding: utf-8

# In[56]:

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
from numpy import zeros, newaxis
import keras
import tensorflow as tf
get_ipython().run_line_magic('matplotlib', 'inline')
plt.rcParams.update({'figure.figsize':(7,5), 'figure.dpi':100})
get_ipython().system('pip install seaborn')
import seaborn as sns
from math import sqrt
from numpy import split
from numpy import array
from pandas import read_csv
from sklearn.metrics import mean_squared_error
from matplotlib import pyplot
from keras.models import Sequential
from keras.layers import Dense
from keras.layers import Flatten
from keras.layers import LSTM
from keras.layers import TimeDistributed
from keras.layers import RepeatVector
from keras.layers.convolutional import Conv1D
from keras.layers.convolutional import MaxPooling1D
from tensorflow_addons.layers import MultiHeadAttention
from keras.layers import Bidirectional
from keras.optimizers import Adam
from sklearn.metrics import mean_absolute_error
import seaborn as sns
from keras.layers import Dense, Dropout, Flatten
import time

#load dataset
df=pd.read_csv("expanded-lbl.csv",sep=",",header=None)

for x in range(40):
df.at[x,0]=0
df.at[x,1]=0
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# In[59]:

arr = [0 for j in range(8420)]
cnt=0
j=0

#create sums for selected inputs / columns (5: traffic , 7: number of requests) - each sum
corresponds to one time-step
for x in range(0,336760):

if((x)%40==0):
arr[j]=cnt
cnt=0
j=j+1

cnt=cnt+df.iloc[x,5]

# split dataset for train - test
def split_dataset(data):

train, test = data[0:5892], data[5892:8418]

return train, test

# create sequences
def split_sequence(seq, steps, out):

X, Y = list(), list()
for i in range(len(seq)):

end = i + steps
outi = end + out
if outi > len(seq)-1:

break
seqx, seqy = seq[i:end], seq[end:outi]
X.append(seqx)
Y.append(seqy)

return np.array(X), np.array(Y)

train, test = split_dataset(arr)

# number of time steps -input
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steps = 3
# number of time steps -output
out = 5
features=1

# split into samples
X_train, Y_train = split_sequence(train, steps, out)
X_test, Y_test = split_sequence(test, steps, out)
X_train = X_train.reshape((X_train.shape[0], X_train.shape[1], features))
Y_train = Y_train.reshape((Y_train.shape[0], Y_train.shape[1], 1))

# define model
model = Sequential()
model.add(Conv1D(filters=32, kernel_size=1, activation='relu',
input_shape=(steps,features)))
model.add(Conv1D(filters=32, kernel_size=2, activation='relu'))
model.add(MaxPooling1D(pool_size=2))
model.add(Flatten())
model.add(RepeatVector(out))
model.add(LSTM(200, activation='relu', return_sequences=True))
model.add(TimeDistributed(Dense(100, activation='relu')))
model.add(TimeDistributed(Dense(1)))
model.compile(loss='mse', optimizer='adam')

# fit model
model.fit(X_train, Y_train, epochs=50, verbose=0)

# produce predictions
preds=[]

for i in range(2518):
tmp = np.array(X_test[i])
tmp = prox.reshape((1, 3, n_features))

yhat = model.predict(tmp, verbose=0)
preds.append(yhat)

# resize predictions to be compliant with the format
preds=np.array(preds)
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preds=preds.reshape(2518,5)
Y_test=np.array(Y_test)
Y_test.reshape(2518,5)

# produce time-step specific predictions
def column(matrix, i):

return [row[i] for row in matrix]
# set the specific time-step to be examined (0 : 4)
a_preds=column(preds,0)
a_test=column(y_test,0)

#print RMSE
rms = mean_squared_error(preds, Y_test, squared=False)
print(rms)
#print MAE
mea=mean_absolute_error(preds, Y_test)
print(mea)

#print time-step specific RMSE
rms = mean_squared_error(a_preds, a_test, squared=False)
print(rms)

#print time-step specific MAE
mea=mean_absolute_error(a_preds, a_test)
print(mea)

HYBRID_ED:

#!/usr/bin/env python
# coding: utf-8

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
from numpy import zeros, newaxis
import keras
import tensorflow as tf
get_ipython().run_line_magic('matplotlib', 'inline')
plt.rcParams.update({'figure.figsize':(7,5), 'figure.dpi':100})
get_ipython().system('pip install seaborn')
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import seaborn as sns
from math import sqrt
from numpy import split
from numpy import array
from pandas import read_csv
from sklearn.metrics import mean_squared_error
from matplotlib import pyplot
from keras.models import Sequential
from keras.layers import Dense
from keras.layers import Flatten
from keras.layers import LSTM
from keras.layers import TimeDistributed
from keras.layers import RepeatVector
from keras.layers.convolutional import Conv1D
from keras.layers.convolutional import MaxPooling1D
from tensorflow_addons.layers import MultiHeadAttention
from keras.layers import Bidirectional
from keras.optimizers import Adam
from sklearn.metrics import mean_absolute_error
import seaborn as sns
from keras.layers import Dense, Dropout, Flatten
import time

#load dataset
df=pd.read_csv("expanded-lbl.csv",sep=",",header=None)

#create sums for selected inputs / columns (5: traffic , 7: number of requests) - each sum
corresponds to one time-step
for x in range(0,336760):

if((x)%40==0):
arr[j]=cnt
cnt=0
j=j+1

cnt=cnt+df.iloc[x,5]

# split dataset for train - test
def split_dataset(data):

train, test = data[0:5892], data[5892:8418]

return train, test
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# create sequences
def split_sequence(seq, steps, out):

X, Y = list(), list()
for i in range(len(seq)):

end = i + steps
outi = end + out
if outi > len(seq)-1:

break
seqx, seqy = seq[i:end], seq[end:outi]
X.append(seqx)
Y.append(seqy)

return np.array(X), np.array(Y)

train, test = split_dataset(arr)

# number of time steps -input
steps = 3
# number of time steps -output
out = 5
features=1

# split into samples
X_train, Y_train = split_sequence(train, steps, out)
X_test, Y_test = split_sequence(test, steps, out)
X_train = X_train.reshape((Y_train.shape[0], X_train.shape[1], features))
Y_train = Y_train.reshape((Y_train.shape[0], Y_train.shape[1], 1))

model = Sequential()
model.add(Bidirectional(LSTM(256, activation='relu', input_shape=(n_steps,
n_features),return_sequences=True)))
model.add(LSTM(128, activation='relu'))
model.add(RepeatVector(n_out))
model.add(LSTM(256, activation='relu', return_sequences=True))
model.add(Bidirectional(LSTM(128, activation='relu',return_sequences=True)))
model.add(TimeDistributed(Dense(64, activation='relu')))
model.add(TimeDistributed(Dense(1)))
adam = Adam(lr=0.001)
model.compile(loss='mse', optimizer=adam)
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# fit model
model.fit(X_train, Y_train, epochs=66, verbose=0)

for x in range(40):
df.at[x,0]=0
df.at[x,1]=0

arr = [0 for j in range(8420)]
cnt=0
j=0

# produce predictions
preds=[]

for i in range(2518):
tmp = np.array(X_test[i])
tmp = prox.reshape((1, 3, n_features))

yhat = model.predict(tmp, verbose=0)
preds.append(yhat)

# resize predictions to be compliant with the format
preds=np.array(preds)
preds=preds.reshape(2518,5)
Y_test=np.array(Y_test)
Y_test.reshape(2518,5)

# produce time-step specific predictions
def column(matrix, i):

return [row[i] for row in matrix]
# set the specific time-step to be examined (0 : 4)
a_preds=column(preds,0)
a_test=column(y_test,0)
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#print RMSE
rms = mean_squared_error(preds, Y_test, squared=False)
print(rms)
#print MAE
mea=mean_absolute_error(preds, Y_test)
print(mea)

#print time-step specific RMSE
rms = mean_squared_error(a_preds, a_test, squared=False)
print(rms)

#print time-step specific MAE
mea=mean_absolute_error(a_preds, a_test)
print(mea)
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