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Περίληψη

Οι εικαστικές τέχνες καθρεφτίζουν τον τρόπο µε τον οποίο οι άνθρωποι αντιλαµβάνονται
τον κόσµο. Αποτελούν καίριο παράγοντα για την κατανόηση της κουλτούρας και της ιστορίας
κάθε πολιτισµού. Στη σύγχρονη εποχή, η άµεση αποτύπωση της πραγµατικότητας γίνεται
µέσω του ϕωτορεπορτάζ. Παρατηρώντας ϕωτογραφίες του 20ου και 21ου αιώνα, µπορούµε
να ανακαλύψουµε οµοιότητες µε παλαιότερα έργα τέχνης, εντοπίζοντας ορισµένες κοινές
αντιλήψεις των ανθρώπων για την πραγµατικότητα.

Η συνεχής προσπάθεια των τελευταίων χρόνων για ψηφιοποίηση των έργων τέχνης σε
συνδυασµό µε τις ϱαγδαίες εξελίξεις στο χώρο της τεχνητής νοηµοσύνης, µας προσφέρουν τη
δυνατότητα να µελετήσουµε τις συνδέσεις που υπάρχουν ανάµεσα στα έργα τέχνης σε µικρό
χρόνο χρησιµοποιώντας πολύ µεγάλα σύνολα δεδοµένων.

Στη παρούσα διπλωµατική εργασία, ϑελήσαµε να µελετήσουµε τον τρόπο που οι υπολο-
γιστές αντιλαµβάνονται τα έργα τέχνης µέσα από ένα σύνολο άνω των 470.000 δεδοµένων,
καθώς και την αποδοτικότητα τους στο να εντοπίζουν συσχετίσεις ανάµεσα σε ϕωτογραφίες
και πίνακες Ϲωγραφικής. Για τους λόγους αυτούς, µέσω της µεταφοράς γνώσης, χρησι-
µοποιήσαµε πέντε διαφορετικά µοντέλα συνελικτικών νευρωνικών δικτύων για την εξαγωγή
χαρακτηριστικών από τα δεδοµένα. Στη συνέχεια, εφαρµόσαµε µεθόδους για τη µείωση των
διαστάσεων των εξαγόµενων χαρακτηριστικών και τη ϐελτίωση της απόδοσης του συστήµατος.
Τέλος, για κάθε ϕωτογραφία που ϑέσαµε σαν είσοδο, υλοποιήσαµε µη επιβλεπόµενη ανα-
Ϲήτηση κοντινότερων γειτόνων για τον εντοπισµό των πλησιέστερων, ως προς εκείνη, έργων
τέχνης.

Λέξεις Κλειδιά

Συνελικτικά Νευρωνικά ∆ίκτυα, Φωτογραφία, Ζωγραφική, Μεταφορά Γνώσης, Αναζήτηση
Οπτικών Συνδέσµων, Μη επιβλεπόµενη µάθηση
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Abstract

Visual arts reflect the way people perceive the world. They are a key factor in under-
standing the culture and history of each civilization. In modern times, the direct capture
of reality is achieved through photοjournalism. By looking at photographs of the 20th
and 21st centuries, we can discover similarities with older works of art, identifying some
common perceptions that people have about reality.

The increased effort of recent years to digitize works of art in combination with the
constant improvements in the field of artificial intelligence, offer us the opportunity to
study the links that exist between works of art in a short time using very large data sets.

In this diploma thesis, we study how computers perceive works of art through a data
set of over 470,000 data, as well as their efficiency in detecting visual links between
photographs and paintings. For these reasons, through transfer learning, we use five
different Convolutional Neural Networks to extract features from the data. After that,
we apply methods to reduce the dimensions of the exported features and improve the
performance of the system. Finally, for each photograph we set as an input, we carry out
an unsupervised search of nearest neighbors to find the closest works of art to it.

Keywords

Convolutional Neural Networks, Photography, Painting, Visual link retrieval,
Unsupervised learning
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Κεφάλαιο 1

Εισαγωγή

΄Οπως η ιστορία επαναλαµβάνεται, το ίδιο ισχύει και για την ιστορία της τέχνης γεγο-
νός που µας ϕανερώνεται πλέον µε το ϕωτορεπορτάζ. Βλέπουµε εικόνες από όλες

τις πλευρές του πλανήτη να µοιάζουν µε πίνακες Ϲωγραφικής που έχουν δηµιουργηθεί εκα-
τοντάδες χρόνια πριν τονίζοντας τη διαχρονικότητα των γεγονότων και τη σύνδεση των δύο
αυτών τεχνών.

Στην ιστορία της τέχνης, η σύγκριση και η αναζήτηση οµοιοτήτων ανάµεσα σε έργα τέχνης
έχει αποτελέσει πολλές ϕορές επίκεντρο ερευνών. Η διαδικασία αυτή, ϕυσικά, απαιτούσε
πολύωρες προσπάθειες για τη συλλογή των απαιτούµενων δεδοµένων από διάφορες ϐιβλιο-
ϑήκες. Οι µελετητές χρειαζόταν να χρησιµοποιούν τεράστια σύνολα από εικόνες που τους
ϐοηθούσαν να κάνουν τις κατάλληλες κατηγοριοποιήσεις ώστε να καταλήξουν σε συλλογές
που µοιράζονται κοινά χαρακτηριστικά, έχοντας στη διάθεση τους λιγοστά µεταδεδοµένα
(metadata) για να τους κατευθύνουν[1].

Χάρη στις τεχνολογικές εξελίξεις και τη δραµατική µείωση του κόστους, τα τελευταία
χρόνια υπήρξαν αυξανόµενες προσπάθειες για ψηφιοποίηση των έργων τέχνης. Πλέον µας
δίνεται η δυνατότητα να έχουµε πρόσβαση σε ϐάσεις δεδοµένων µε εκατοντάδες χιλιάδες ει-
κόνες από διαφορετικά ινστιτούτα, όπως το WikiArt και το Met collection. Το γεγονός αυτό,
σε συνδυασµό µε τις συνεχείς εξελίξεις στον τοµέα της ΄Ορασης Υπολογιστών και της Ανα-
γνώρισης Προτύπων (Pattern Recognition), έχει ανοίξει το δρόµο για καινούργιες εφαρµογές
προσφέροντας νέες δυνατότητες στην καλλιτεχνική κοινότητα. Ερευνητές, από το χώρο της
επιστήµης υπολογιστών, έχουν επικεντρωθεί στην ανάπτυξη εργαλείων που ϐοηθούν στην α-
νάλυση και την ϐαθύτερη κατανόηση των εικαστικών τεχνών δίνοντας λύσεις σε προβλήµατα
που ως τώρα παρέµεναν δυσεπίλυτα.

Η κατανόηση του περιεχοµένου ενός πίνακα ή µίας ϕωτογραφίας καθώς και των νοη-
µάτων που αποδίδει, αποτελεί αποτέλεσµα της οπτικής αντίληψης του ανθρώπου. Στην
πραγµατικότητα, αυτό οφείλεται στην αναγνώριση σηµαντικών στοιχείων, όπως ο συνδυα-
σµός σχηµάτων, η υφή, οι αποχρώσεις και τελικά η σύνθεση του έργου[15]. Στον τοµέα
της ΄Οραση Υπολογιστών, η ανάπτυξη των Συνελικτικών Νευρωνικών ∆ικτύων (Convolutional
Neural Networks, σε συντοµογραφία CNN) έχει προσφέρει λύση στο πρόβληµα της εξαγωγής
και κατανόησης σηµαντικών χαρακτηριστικών από εικόνες, ξεκινώντας από την αναγνώριση
χρωµάτων και υφών µέχρι την εύρεση σχηµάτων και αντικειµένων.

Οι νέες µέθοδοι που έχουν αναπτυχθεί, εισάγοντας την ΄Οραση Υπολογιστών στο χώρο της
Τέχνης, έχουν ένα ευρύ ϕάσµα εφαρµογών που αναπτύσσεται συνεχώς. Γνωστές έρευνες αφο-
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ϱούν την αναγνώριση τεχνοτροπίας([16],[17]), την αυτόµατη αναγνώριση του καλλιτέχνη([18],[19])
και την κατηγοριοποίηση µε ϐάση το είδος[20]. Στο πλαίσιο της παρούσας εργασίας, ϑα ε-
πικεντρωθούµε στην Αναζήτηση Οπτικών Συνέδεων (Visual Link Retrieval). Οι µελέτες που
έχουν πραγµατοποιηθεί πάνω σε αυτό τον τοµέα αφορούν την εύρεση οµοιοτήτων σε πίνακες
Ϲωγραφικής (ή και γενικότερα σε έργα τέχνης όπως αγάλµατα ή αρχιτεκτονικά δηµιουργήµα-
τα). Εµείς ϑελήσαµε να εξελίξουµε τις ήδη υπάρχουσες µεθόδους, αναζητώντας patterns,
δηλαδή τα χαρακτηριστικά των εικόνων, που υπάρχουν και συνδέουν τη τέχνη της Ϲωγραφι-
κής µε τη ϕωτογραφία και πιο συγκεκριµένα, το ϕωτορεπορτάζ.

1.1 Σκοπός Εργασίας

Αρχικά, σκοπός της εργασίας είναι η εφαρµογή µεθόδων της ΄Ορασης Υπολογιστών στο
χώρο της τέχνης, επικεντρωνόµενοι στο visual link retrieval. Μελετήσαµε πώς οι υπολογι-
στές διαβάζουν πίνακες Ϲωγραφικής και ϕωτογραφίες εξάγοντας χαρακτηριστικά και τελικά
πώς ταιριάζουν αυτά τα δύο είδη. Ο τοµέας της ΄Ορασης Υπολογιστών αναπτύσσεται συνε-
χώς, προσφέροντας µας νέες δυνατότητες για την ανάλυση εικόνων που ξεφεύγουν από τους
συµβατικούς κανόνες, όπως οι πίνακες αφηρηµένης τέχνης. Με αυτό τον τρόπο, έχουµε στα
χέρια µας νέα εργαλεία µε τα οποία µπορούµε να κατανοήσουµε την τέχνη αλλά και να τη
ϕέρουµε πιο κοντά στο ευρύ κοινό.

Πολλές ϕορές µπορεί να πούµε πως αυτή η ϕωτογραφία είναι σαν πίνακας, εντοπίζοντας
οµοιότητες από εικόνες που έχουµε στη µνήµη µας. Η ανάπτυξη της Μηχανικής Μάθησης
και πιο συγκεκριµένα των συνελικτικών νευρωνικών δικτύων, µας δίνει τη δυνατότητα να
αναζητούµε αυτές τις οµοιότητες µέσα από τεράστια σύνολα εικόνων χωρίς να χρειάζεται η
ανθρώπινη παρέµβαση.

Ο λόγος που επικεντρωθήκαµε στη σύνδεση του ϕωτορεπορτάζ µε τη Ϲωγραφική είναι η
πολύ ενδιαφέρουσα σχέση τους, που παραµένει ακόµα υπό µελέτη. Βλέπουµε το παρελθόν
να επαναλαµβάνεται. Σκηνές που παλαιότερα αποτυπώνονταν µε πίνακες Ϲωγραφικής πλέον
ταξιδεύουν τον κόσµο µέσω του ϕωτορεπορτάζ. Παρατηρώντας τις συσχετίσεις που παρου-
σιάζονται, ϐλέπουµε πώς ορισµένα πρότυπα οµορφιάς παραµένουν αναλλοίωτα, τον τρόπο
που οι καλλιτέχνες αποτυπώνουν διαχρονικά τα τοπία και πώς γεγονότα του παρελθόντος
αναβιώνουν σήµερα.

Η προτεινόµενη υλοποίηση έγινε µε χρήση µη επιβλεπόµενης µάθησης. Με αυτόν τον
τρόπο, δεν απαιτείται η ύπαρξη ετικετών (labels) για κάθε εικόνα, καθιστώντας τη δια-
δικασία πιο εύκολα υλοποιήσιµη. Επιπλέον, χρησιµοποιήσαµε πέντε διαφορετικά προ-
εκπαιδευµένα συνελικτικά νευρωνικά δίκτυα, µε στόχο την αξιολόγηση της απόδοσης τους,
παρατηρώντας ποιό µας δίνει πιο ακριβή αποτελέσµατα. Τέλος, ϐελτιώσαµε την ήδη υπάρ-
χουσα µέθοδο, προσθέτοντας ένα ακόµη επίπεδο global average pooling στα προ-εκπαιδευµένα
δίκτυα, καταλήγοντας πως τα µοντέλα παρέµεναν το ίδιο αποδοτικά απαιτώντας πολύ λιγότε-
ϱο χρόνο και µνήµη.
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Ο λόγος που προσωπικά επέλεξα το συγκεκριµένο ϑέµα, είναι αρχικά η µεγάλη αγάπη
µου για τη ϕωτογραφία και ο ϑαυµασµός µου για το ϕωτορεπορτάζ. Παρακολουθώντας
µαθήµατα ϕωτορεπορτάζ, ήταν συχνό ϕαινόµενο ο καθηγητής µας να αναφέρει πίνακες
Ϲωγραφικής συγκρίνοντας τους µε σηµερινές ϕωτογραφίες. Το γεγονός αυτό µου κίνησε την
περιέργεια για τη σχέση που υπάρχει ανάµεσα σε αυτά τα δύο είδη τέχνης και πώς µπορεί η
τεχνητή νοηµοσύνη, η οποία µε γοήτευσε ϐαθιά στα ϕοιτητικά µου χρόνια, να ϐοηθήσει στη
µελέτη αυτή. ΄Οπως ο ανθρώπινος εγκέφαλος µπορεί να αποθηκεύσει ένα αριθµό εικόνων,
να τις συγκρίνει και να αναδείξει οµοιότητες, είναι ϕανερό πως η τεχνητή νοηµοσύνη µπορεί
να κάνει την ίδια διαδικασία µε ένα πολύ µεγαλύτερο σύνολο δεδοµένων. Συνδυάζοντας,
λοιπόν, τους δύο αυτούς τοµείς που µε ενδιαφέρουν, ανοίχθηκε ένας νέος δρόµος για την
παράλληλη εξερεύνηση και των δύο.

1.3 Προηγούµενες Μελέτες

Η υλοποίηση του visual link retrieval για την αναζήτηση patterns σε έργα εικαστικών
τεχνών χρησιµοποιώντας ϐαθιά µάθηση, είναι µία µέθοδος που άρχισε να αναπτύσσεται τα
τελευταία χρόνια. Το 2016, ο Benoit Seguin δηµοσίευσε µε την οµάδα του το paper “Visual
Link Retrieval in a Database of Paintings”[1]. Στην έρευνα τους, συνέκριναν την κλασι-
κή µέθοδο bag-of-words µε τη χρήση ενός προ-εκπαιδευµένου CNN µοντέλου, µε στόχο
την εύρεση πινάκων που σχετίζονται µεταξύ τους σύµφωνα µε τις υποδείξεις ειδικού. Η
µέθοδος αυτή έδειξε πως το CNN παρείχε τελικά καλύτερα αποτελέσµατα. Παρόλα αυτά,
η παραπάνω υλοποίηση ϐασιζόταν σε επιβλεπόµενη µάθηση που απαιτούσε την εισαγωγή
ετικετών από τους ειδικούς, διαδικασία αρκετά χρονοβόρα που υπόκειται στην υποκειµενική
κρίση των ανθρώπων. Αντίθετα, η χρήση µη επιβλεπόµενης µάθησης ϑα απέφευγε τα συ-
γκεκριµένα προβλήµατα. Στο paper “Discovering Visual Patterns in Art Collections with
Spatially-consistent Feature Learning”[21], οι Shen et al. χρησιµοποίησαν ένα ϐαθύ νευ-
ϱωνικό δίκτυο για να αναγνωρίσουν near-duplicate patterns σε ένα σύνολο έργων από το
Ϲωγράφο Juan Brueghel. Η πρότασή τους ϐασιζόταν στην εισαγωγή ενός συγκεκριµένου χα-
ϱακτηριστικού στη διαδικασία, ϐελτιστοποιώντας το στη συγκεκριµένη συλλογή δεδοµένων
χρησιµοποιώντας self-supervised learning. Με το συγκεκριµένο τρόπο εκπαίδευσης, τα
training labels αποκτούνταν από τα δεδοµένα εισόδου. Το 2020, ο Gennaro Vessio και οι
συνεργάτες του δηµοσίευσαν το “Visual link retrieval and knowledge discovery in painting
datasets”[15] αναζητώντας οµοιότητες µεταξύ πινάκων Ϲωγραφικής, καταλήγοντας στη δη-
µιουργία ενός γράφου που παρουσιάζει πως κάθε Ϲωγράφος έχει επηρεαστεί από άλλους.
Η µέθοδος που χρησιµοποίησε είναι και εκείνη στην οποία στηριχθήκαµε. Σε σχέση µε τη
συγκεκριµένη υλοποίηση, επιλέξαµε αρχικά να χρησιµοποιήσουµε ένα πολύ µεγαλύτερο
σύνολο δεδοµένων (dataset) από έργα τέχνης, για να έχουµε ακόµη πιο σαφή αποτελέσµα-
τα, στο οποίο προσθέσαµε ένα σύνολο ϕωτογραφιών. Επιπλέον, χρησιµοποιήσαµε πέντε
διαφορετικά προ-εκπαιδευµένα µοντέλα στα οποία προσθέσαµε ένα νέο επίπεδο, το Global
Average Pooling, εξάγωντας µικρότερο αριθµό χαρακτηριστικών και ϐελτιώνοντας έτσι τον
χρόνο και την απαιτούµενη µνήµη, παίρνοντας πολύ ικανοποιητικά αποτελέσµατα.
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Σχήµα 1.1: Παράδειγµα από το Visual link retrieval in a Database of paintings[1]

Σχετικά µε το ϑέµα που επιλέξαµε, δηλαδή την αναζήτηση συσχετίσεων όχι µόνο ανάµεσα
σε πίνακες Ϲωγραφικής αλλά και µε ϕωτογραφίες, ϐρήκαµε µία πολύ ενδιαφέρουσα εφαρµο-
γή που πραγµατοποιήθηκε στο πλαίσιο του IK Prize 2016, το Recognition. Ο διαγωνισµός
καλούσε τους συµµετέχοντες να χρησιµοποιήσουν την τεχνητή νοηµοσύνη για να εξερευ-
νήσουν τη συλλογή British art του Tate Britain. Η νικήτρια οµάδα, που αποτελείται από
τους Angelo Semeraro, Coralie Gourguechon και Monica Lanaro, υλοποίησε ένα σύστηµα
στο οποίο εισήγαγε 30.000 έργα τέχνης αντιστοιχώντας τα µε εικόνες από το πρακτορείο
Reuters. Η µέθοδος τους αποτελείται από 4 διαφορετικούς αλγόριθµους (Object recogni-
tion, Facial recognition,Composition recognition και Context recognition) για την ανάλυση
των εικόνων. Τα αποτελέσµατα τους είχαν µεγάλο ενδιαφέρον και το µουσείο χρησιµοποίησε
την εφαρµογή τους τόσο σαν ιστοσελίδα που µπορεί το κοινό να πειραµατιστεί µε δικές του
εικόνες, όσο και σαν installation στο χώρο του µουσείου.

Σχήµα 1.2: Παϱάδειγµα από τα αποτελέσµατα του Recognition.Η εικόνα ανήκει στο Tate
Britain.
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1.4 ∆οµή Εργασίας

Η επιτυχής αναγνώριση του περιεχοµένου µίας εικόνας συνδέεται άµεσα µε το κύριο
πρόβληµα που προκύπτει στην ανάλυση εικόνων, την εύρεση υψηλού επιπέδου εννοιών
(high-level concept detection). Στο πλαίσιο αυτό, έχει παρουσιαστεί το paper “Using Visual
Context and Region Semantics for High-Level Concept Detection” [22], παρουσιάζοντας
νέους τρόπους προσέγγυσης του προβλήµατος.

Η ικανότητα των νευρωνικών δικτύων να αξιοποιούν χαρακτηριστικά που έχουν εξαγάγει
από σύνολα δεδοµένων έχει οδηγήσει στην ένταξη τους σε εφαρµογές από διαφορετικούς
τοµείς. Παραδείγµατα είναι η χρήση τους για προβλέψεις σε Ιατρικές Εικόνες [23],[24],
[25] και στην Επεξεργασία Σήµατος[26]. Ακόµη, έχουν χρησιµοποιηθεί στην ανάλυση ει-
κόνων και ϐίντεο για την αναγνώριση προσώπων [27], [28] αλλά στην προσπάθεια σύνθεσης
ανθρώπινων εκφράσεων και συναισθηµάτων [29].

1.4 ∆οµή Εργασίας

Στο Κεφάλαιο 2,παρουσιάζεται το ϑεωρητικό υπόβαθρο των απαραίτητων εννοιών, για την
καλύτερη κατανόηση της εργασίας. Αρχικά, γίνεται αναφορά στη σχέση της ϕωτογραφίας
µε τη Ϲωγραφική ιστορικά, καθώς και στη γέννηση του ϕωτορεπορτάζ. Στη δεύτερη υποε-
νότητα του κεφαλαίου αναλύουµε ϐασικές έννοιες του χώρου της Βαθιάς Μάθησης και των
Νευρωνικών ∆ικτύων, δίνοντας έµφαση στα Συνελικτικά Νευρωνικά ∆ίκτυα. Ακόµη, περι-
γράφεται η αρχιτεκτονική Σύγχρονων Συνελικτικών ∆ικτύων συµπεριλαµβανοµένων εκείνων
που χρησιµοποιήσαµε για τη διεξαγωγή των πειραµάτων.

Στο κεφάλαιο 3, γίνεται αρχικά παρουσίαση των συνόλων δεδοµένων που επιλέχθηκαν για
τα πειράµατα µας. Στη συνέχεια, περιγράφονται οι σχεδιαστικές επιλογές των προγράµµατων
και τα ϐήµατα που ακολουθήσαµε για την υλοποίηση τους. Τέλος, γίνεται αναφορά στο
περιβάλλον εκτέλεσης των πειραµάτων.

Στο 4ο κεφάλαιο, παρουσιάζονται τα αποτελέσµατα των πειραµάτων. Πιο συγκεκριµένα,
παρατίθενται τα αποτελέσµατα που εξήγαγε κάθε πείραµα για διαφορετικές ϕωτογραφίες.
Στη συνέχεια, ακολουθεί σχολιασµός επί των αποτελεσµάτων και αξιολόγηση της επίδοσης
των πέντε διαφορετικών µοντέλων που χρησιµοποιήθηκαν.

Στο 5ο και τελευταίο κεφάλαιο, πραγµατοποιείται µία σύνοψη της παρούσας διπλωµατι-
κής εργασίας και των συµπερασµάτων που εξήχθησαν. Τέλος, παρουσιάζονται µελλοντικές
επεκτάσεις και πιθανοί τρόποι αξιοποίησης της προτεινόµενης µεθόδου.
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

.

2.1 Η Σχέση της Φωτογραφίας µε τη Ζωγραφική

Ο 19ος αιώνας έφερε τη γέννηση µίας νέας µεθόδου αποτύπωσης της πραγµατικότητας :
τη Φωτογραφία. Το γεγονός αυτό πυροδότησε µία σειρά ερωτηµάτων όπως ¨Είναι η Φωτο-
γραφία τέχνη ή τεχνική¨ και ¨Ποια πρέπει να είναι η σχέση της µε Ζωγραφική¨, τα οποία
παραµένουν µέχρι και σήµερα ϑέµατα συζήτησης και έρευνας. Για να κατανοήσουµε τη
σχέση των δύο αυτών τεχνών, ϑα προχωρήσουµε σε µία ιστορική αναδροµή, παρουσιάζοντας
πως επηρέασε η µία την άλλη στο πέρασµα του χρόνου.

΄Οταν τα χηµικά ϕαινόµενα συνδυάστηκαν µε τα ϕυσικά, τότε οδηγηθήκαµε στη γέννηση
της ϕωτογραφίας. Ο πρώτος που πέτυχε την ένωση αυτή ήταν ο γάλλος Joseph Nicephore
Niepce (1765-1833). Το 1816 χρησιµοποιώντας µία µηχανή µε ϕακό κατόρθωσε να δη-
µιουργήσει τα πρώτα ϕωτογραφικά αρνητικά πάνω σε χαρτί, το οποίο είχε επιστρωθεί µε
χλωριούχο άργυρο. Το 1829 ο Niepce, που στο µεταξύ είχε ϐελτιώσει πολύ τη µέθοδο του
την οποία αποκαλούσε Ηλιογραφία, συνεργάστηκε µε τον γάλλο Ϲωγράφο Louis Jacques
Daguerre (1787-1851). Το 1833 µετά το ϑάνατο του Niepce, ο Daguerre ϑα συνεχίσει µόνος
του τα πειράµατα και ϑα καταλήξει στην οµώνυµη µέθοδο αποτύπωσης, τη δαγκεροτυπία.

Σχήµα 2.1: L’Atelier de l’artiste. Πρώιµη δαγκεροτυπία του Daguerre κατασκευασµένη το
1837.
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Η εφεύρεση της ϕωτογραφίας προήλθε από την αναγκαιότητα δηµιουργίας και ενασχόλη-
σης µε µία νέα µορφή τέχνης που δηµιουργήθηκε ύστερα από τη Βιοµηχανική Επανάσταση,
τις κοινωνικές και πολιτικές ανακατατάξεις στην Ευρώπη, στις αρχές του 19ου αιώνα καθώς
και µε τους προβληµατισµούς στον τοµέα της τέχνης. Η ανακάλυψη της ϕωτογραφίας όµως
αποτέλεσε εκείνη τη χρονική στιγµή απειλή και ϑεωρήθηκε επικίνδυνη για την ιεραρχία της
τέχνης. Η τέχνη του 19ου αιώνα ήταν µία πυραµίδα όπου όλοι προσπαθούσαν να πάρουν µία
ϑέση. Την κορυφή κατείχαν διάσηµοι Ϲωγράφοι, ακολουθούσαν εκείνοι που περιορίζονταν
στη δηµιουργία πορτραίτων για τους αστούς, ενώ στη ϐάση ϐρίσκονταν σχεδιαστές και εικο-
νογράφοι ϐιβλίων. Το πνεύµα της εποχής υποστήριζε την ύπαρξη αυτής της ιεραρχίας και
δεχόταν τον διαχωρισµό της τέχνης σε υψηλή και χαµηλή. Με την ανακάλυψη της ϕωτογρα-
ϕίας ωστόσο η ικανότητα που ξεχώριζε τον καλλιτέχνη από τον κοινό άνθρωπο, έγινε κτήµα
ενός µηχανικού µέσου. Αναµενόµενο ήταν λοιπόν, η ϕωτογραφία να προξενήσει την περι-
έργεια, τον ϕθόνο, τον πανικό ή τον ενθουσιασµό. Μέσα από τη ϕωτογραφία, οι άνθρωποι
ϐλέπουν ένα ϑαυµαστό τρόπο να δηµιουργούν καθετί που µπορούσε να κάνει ο Ϲωγράφος
και να το κάνουν µε µεγαλύτερη ακρίβεια, γρηγορότερα και ϕθηνότερα. Στις αρχές του 19ου
αιώνα η Ϲωγραφική αλλάζει χαρακτήρα και εγκαταλείπει την ανατοµική ακρίβεια στην απει-
κόνιση µε στόχο µία αναπαράσταση πιο πνευµατική από την ίδια την πραγµατικότητα. Η
ϕωτογραφία γεννιέται µέσα σε αυτή τη µεταβατική περίοδο της Ϲωγραφικής αντίληψης. Στην
πρώτη δεκαετία της, που συµπίπτει µε την περίοδο της δαγκεροτυπίας, η ϕωτογραφία και η
νέα σχολή του ϱοµαντισµού στη Ϲωγραφική, εξελίσσονται παράλληλα. Το 1950 η ϕωτογρα-
ϕία δεχόταν την κριτική των Ϲωγράφων, µε την κατηγορία της ψυχρής αντιγραφής της ϕύσης.
Το γεγονός αυτό ώθησε τους ϕωτογράφους να δηµιουργήσουν τα περήφηµα ταµπλώ-ϐιβαν,
που µιµούνται γνωστούς Ϲωγραφικούς πίνακες µε σκοπό την αποµάκρυνση της ϕωτογρα-
ϕίας από την αληθοφάνεια και την ακρίβεια, που τη ϑεωρούσαν µηχανική και απρόσωπη.
Υποταγµένη στη Ϲωγραφική, η ϕωτογραφία είχε τις περισσότερες ϕορές σαν κύριο σκοπό να
της µοιάσει. Ιδιαίτερα στη ϐικτωριανή Αγγλία, µία οµάδα ϕωτογράφων που ονοµάστηκαν
“Pictorialists”, δηλαδή εικονογράφοι, προσπαθούν µε ϐουκολικά ϑέµατα, ταµπλώ-ϐιβαν και
αλληγορικές σκηνές να αντιγράψουν τη Ϲωγραφική. Κύριοι εκπρόσωποι της σχολής αυτής
είναι ο Oscar Rejlander (1813-1875) και ο Henry Peach Robinson (1830-1901)[30].
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Σχήµα 2.2: The Two Ways of Life, 1857,Oscar Gustave Rejlander [2]

Σχήµα 2.3: Raphael, School of Athens, 1509-1511, fresco (Stanza della Segnatura, Palazzi
Pontifici, Vatican [3]

Σχήµα 2.4: Apotheosis de Degas (After Ingres’ L’apotheose d’Homere) Walter Barnes, Edgar
Degas1885 [4]

Σχήµα 2.5: Jean Auguste Dominique Ingres, Apotheosis of Homer, 1827 [5]
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Το 1900 πρωτοεµφανίζεται ο ϕωτογράφος Weston δηµιουργώντας ϕωτογραφίες σε στο-
ύντιο. Τα γυµνά που δηµιουργεί καθιερώνουν το γυµνό, για πρώτη ϕορά, ως δηµιουργικό
ϑέµα στη ϕωτογραφία. Πρόκειται για ένα είδος Αφηρηµένου Εξπρεσιονισµού στη ϕωτογρα-
ϕία.

Το 1940 το πολεµικό ϕωτορεπορτάζ ϑέτει τις ϐάσεις της σύγχρονης αντίληψης για τη
ϕωτογραφία-ντοκουµέντο. Πλέον, η ϕωτογραφία δεν είχε ως κύριο σκοπό εδώ τον καλλιτε-
χνικό πειραµατισµό και τη δηµιουργία. Χρησιµοποιεί όµως τις τεχνικές και εκφραστικές της
δυνατότητες για να καταγράψει και να αναδείξει γεγονότα. Αισθητικό χαρακτηριστικό,των
περισσότερων πολεµικών ϕωτογραφιών ϑα µπορούσε να ϑεωρηθεί η απευλευθερωµένη σύλ-
ληψη του ντοκουµέντου και της στιγµής, όπως πραγµατοποιείται. Κατά τη συγκεκριµένη
περίοδο, η ανάγκη της ϕωτογραφίας να αναδείξει την αλήθεια καθιερώνει µία σηµαντική έως
σήµερα ϕωτογραφική αντίληψη: τον απόλυτο ϱεαλισµό [31].

2.2 Μηχανική Μάθηση

2.2.1 Ορισµός Μηχανικής Μάθησης

Η Μηχανική Μάθηση (machine learning) αποτελεί κλάδο της Τεχνητής Νοηµοσύνης και
έχει σηµαντική επίδραση στην τεχνολογική ανάπτυξη του 21ου αιώνα. Στο πεδίο αυτό µελε-
τούνται και αναπτύσσονται αλγόριθµοι ικανοί να πραγµατοποιούν προβλέψεις ή να εξάγουν
αποφάσεις ϐασιζόµενοι σε σύνολα δεδοµένων, µιµούµενοι τον ανθρώπινο τρόπο σκέψης.

Τα µικρά παιδιά είναι ευκολότερο να µάθουν τη διαφορά ανάµεσα σε δύο ϕρούτα συν-
δέοντας τα µε τις εικόνες τους παρά να δεχθούν και να αποθηκεύσουν ένα σύνολο ορισµών
που τα προσδιορίζει και τα διαφοροποιεί. Με την ίδια λογική λειτουργεί η µηχανική µάθηση.
Αντί να κωδικοποιεί τις πληροφορίες που δέχεται το σύστηµα, αναζητά σηµαντικές συνδέσεις
και µοτίβα από παραδείγµατα και παρατηρήσεις [32].

Τον όρο ¨Μηχανική Μάθηση" εισήγαγε πρώτος ο Arthur Samuel το 1959 στην εργασία
του µε τίτλο “Some Studies in Machine Learning Using the game of checkers”, παρουσι-
άζοντας το πρώτο πρόγραµµα µηχανικής µάθησης για το παιχνίδι ¨Ντάµα¨ [33]. Ο ίδιος
όρισε ως µηχανική µάθηση το πεδίο µελέτης που δίνει στους υπολογιστές την ικανότητα να
µαθαίνουν χωρίς να έχουν προγραµµατιστεί ϱητά. ΄Ενας πιο σύγχρονος ορισµός και ευρέως
διαδεδοµένος δόθηκε από τον Tom Mitchell ως ῾῞Ενα πρόγραµµα υπολογιστή λέγεται ότι
µαθαίνει από εµπειρία Ε ως προς µια κλάση εργασιών Τ και ένα µέτρο επίδοσης Π, αν η
επίδοσή του σε εργασίες της κλάσης Τ, όπως αποτιµάται από το µέτρο Ρ, ϐελτιώνεται µε την
εµπειρία Ε» [34].

2.2.2 Βασικά Είδη Μηχανικής Μάθησης

Τα τρία είδη Μηχανικής Μάθησης είναι η Επιβλεπόµενη ή Επιτηρούµενη (Supervised
Learning), η Μη Επιβλεπόµενη (Unsupervised Learning) και η Ενισχυτική Μάθηση (Rein-
forced Learning).

28 ∆ιπλωµατική Εργασία



2.2.3 Νευρωνικά ∆ίκτυα

1. Επιβλεπόµενη Μάθηση

Στην Επιβλεπόµενη Μάθηση ο αλγόριθµος που χρησιµοποιείται εκπαιδεύεται µε πα-
ϱαδείγµατα. Τα δεδοµένα που χρησιµοποιούνται ονοµάζονται δεδοµένα εκπαίδευσης και
αποτελούνται από τις εισόδους και τις αντίστοιχες εξόδους. Κατά την εκπαίδευση ο αλγόριθ-
µος αναλύει τα δεδοµένα αναζητώντας µοτίβα που συνδέεουν τις εισόδους µε τις επιθυµητές
εξόδους. Στόχος είναι, µετά την εκπαίδευση ο αλγόριθµος να µπορεί να αντιστοιχίσει άγνω-
στα δεδοµένα ως εισόδους µε τις κατάλληλες εξόδους, ϐασιζόµενος στις πληροφορίες που
έχει συλλέξει. Η µέθοδος αυτή χρησιµοποιείτα κυρίως για προβλήµατα ταξινόµησης και
πρόγνωσης. Για παράδειγµα ϑα χρησιµοποιήσουµε ένα πολύ γνωστό σύνολο δεδοµένων, το
Iris data set από το machine-learning repository του πανεπιστηµίου της Καλιφόρνια [35].
Στο συγκεκριµένο σύνολο δεδοµένων περιέχονται 150 ϕυτά, όπου για κάθε ένα δίνονται
πληροφορίες για το µέγεθος και το πλάτος των διαφόρων ϕύλλων του. Κάθε είσοδος του
συνόλου περιλαµβάνει και µία ετικέτα (label) που επισηµαίνει σε ποιά κατηγορία ανήκει το
συγκεκριµένο ϕυτό (Iris Setosa, Iris Versicolor, Iris Virginica). Με αυτό τον τρόπο, το δίκτυο
µαθαίνει να προσαρµόζει τα ϐάρη και τα thresholds του ώστε να µπορεί να αναγνωρίζει σε
ποιά κατηγορία ανήκει κάθε ϕυτό. Η εκπαίδευση γίνεται µε το training data set και η
επαλήθευση µε το test data set [32].

2. Μη Επιβλεπόµενη Μάθηση

Στη Μη Επιβλεπόµενη Μάθηση τα δεδοµένα που χρησιµοποιούνται στην εκπαίδευση
δεν έχουν επιθυµητή έξοδο. Για το λόγο αυτό, ο αλγόριθµος λειτουργεί χωρίς καθοδήγηση.
Στόχος είναι η κατάλληλη οµαδοποίηση των δεδοµένων ϐάση οµοιοτήτων, µοτίβων και δια-
ϕορών. Χρησιµοποείται κυρίως για προβήµατα Οµαδοποίησης (Clustering) και Συσχέτισης
(Association Rule). Η οµαδοποίηση αποτελεί τη ϐασική µέθοδο αξιοποίησης της µη επι-
ϐλεπόµενης µάθησης. ΄Οπως κάθε άλλο πρόβληµα αυτού του είδους, προσπαθεί να ϐρει τη
δοµή των δεδοµένων εισόδου ώστε να οµαδοποιήσει εκείνα µε κοινά χαρακτηριστικά, δη-
µιουργώντας clusters. Η µέθοδος συσχετίσεων επικεντρώνεται από την άλλη στην εύρεση
συσχετισµών (σχέσεις, εξαρτήσεις) σε ένα µεγάλο σύνολο δεδοµένων [34].

3. Ενισχυτική Μάθηση

Στην τρίτη µέθοδο εκπαίδευσης, ο αλγόριθµος µαθαίνει µέσα από αλληλεπίδραση µε
το περιβάλλον. Ο πράκτορας λαµβάνει µία αναπαράσταση της τρέχουσας κατάστασης του
περιβάλλοντος και ενεργεί σύµφωνα µε µία πολιτική. Το περιβάλλον του παρέχει αριθµητικές
ανταµοιβές ανταποκρινόµενο στις ενέργειες του. Με αυτόν τον τρόπο µαθαίνει ποιά είναι η
επιθυµητή συµπεριφορά ώστε να πετύχει τη µέγιστη ανταµοιβή.

2.2.3 Νευρωνικά ∆ίκτυα

Ο όρος νευρωνικά δίκτυα ιστορικά αναφέρεται σε δίκτυα νευρώνων στον ανθρώπινο ε-
γκέφαλο. ∆ιαφορετικές περιοχές του εγκεφάλου πραγµατοποιούν και διαφορετικές διεργα-
σίες. Ο εγκεφαλικός ϕλοιός αποτελεί το εξωτερικό µέρος του ανθρώπινου εγκεφάλου και
είναι ένα από τις πιο µεγάλα και ανεπτυγµένα τµήµατα, έχοντας κεντρικό ϱόλο σε όλες τις
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ανώτερες εγκεφαλικές λειτουργίες όπως η µνήµη, η προσοχή, η αντίληψη, η σκέψη, η γλώσ-
σα και η συνείδηση . ΄Εχει πάχος 2-5mm και σχηµατίζει µία πολυεπίπεδη δοµή στην οποία
υπάρχει µεγάλος αριθµός νευρικών κυττάρων, οι νευρώνες. Υπολογίζεται πως ο ανθρώπινος
εγκεφαλικός ϕλοιός έχει 1010 νευρώνες περίπου [36].

Κάθε νευρώνας έχει τη δυνατότητα µετάδοσης ενός ηλεκτροχηµικού σήµατος. Αποτε-
λείται από µία διακλαδωτική διάρθρωση εισροών (δενδρίτες), το κυτταρικό σώµα και µία
διακλαδωτική δοµή εκροών (τον άξονα). Οι άξονες του ενός κυττάρου συνδέονται µε τους
δενδρίτες του άλλου µέσω µίας σύναψης. Καθώς ένας άξονας ενεργοποιείται, πυροδοτείται
ένα ηλεκτροχηµικό σήµα κατά µήκος του. Κάθε σύναψη περιέχει νευροδιαβιβαστές χηµικών
ουσιών για τη µετάδοση του µηνύµατος και η ισχύς του σήµατος που λαµβάνεται από ένα
νευρώνα εξαρτάται από την αποτελεσµατικότητα των συνάψεων αυτών.

Σχήµα 2.6: ∆οµή ενός νευρικού κυττάρου [6]

2.2.4 Τεχνητά Νευρωνικά ∆ίκτυα

Ο όρος τεχνητά νευρωνικά δίκτυα (ΑNNs) παρουσιάστηκε πρώτη ϕορά το 1943 από τους
Warren McCullough και Walter Pitss [37], ερευνητές στο πανεπιστήµιο του Σικάγο και
έγιναν ευρέως γνωστά στη δεκαετία του 80 µε τη δηµιουργία αλγορίθµων που µπορούν να
µαθαίνουν ϐασιζόµενοι σε δεδοµένα εκπαίδευσης. Λόγω της έλλειψης µεγάλων dataset και
υπολογιστικής ισχύς έµειναν για πολλά χρόνια στην αφάνεια µέχρι και τις αρχές του 2000.
Πλέον µε την ύπαρξη τεράστιων συνόλων δεδοµένων, όπως για παράδειγµα το ImageNet [38],
και την ανάπτυξη συστηµάτων παράλληλης επεξεργασίας, όπως GPUs, έχουν καταφέρει να
δώσουν λύση σε πολύ δύσκολες διεργασίες όπως image classification και natural language
processing.

Τα τεχνητά νευρωνικά δίκτυα συγκεντρώνουν το ενδιαφέρον της επιστηµονικής κοινότη-
τας λόγω της ευέλικτης δοµής τους που τους επιτρέπει να χρησιµοποιούνται σε πολλαπλές
εφαρµογές και στους τρεις τύπους της µηχανικής µάθησης. Εµπνευσµένα από τις ϐασικές
αρχές των ϐιολογικών συστηµάτων, αποτελούνται από χιλιάδες ή ακόµα και εκατοµµύρια α-
πλές, ισχυρά συνδεδεµένες µονάδες επεξεργασίας που ονοµάζονται νευρώνες. Τα περισσότε-
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ϱες νευρωνικά δίκτυα είναι οργανωµένα σε επίπεδα (layers) και ορίζονται ως “feed-forward”,
δηλαδή τα δεδοµένα κινούνται προς µία σταθερή κατεύθυνση. ΄Ενας νευρώνας µπορεί να
είναι συνδεδεµένος µε πολλούς άλλους από το προηγούµενο επίπεδο από το οποίο δέχεται
δεδοµένα καθώς και µε πολλούς στο επόµενο όπου στέλνει τα αποτελέσµατα που προκύπτουν
ύστερα από την επεξεργασία. Τα ϐασικά επίπεδα νευρώνων είναι το επίπεδο εισόδου (input
layer), τα κρυφά επίπεδα (hidden layers) και το επίπεδο εξόδου (output layer).

΄Οπως οι συνάψεις στον εγκέφαλο, κάθε σύνδεση µεταξύ των νευρώνων µεταφέρει σήµατα
τα οποία καθορίζονται από ϐάρη που µεταβάλλονται συνεχώς κατά τη διάρκεια της εκπα-
ίδευσης. Κάθε ϕορά που το δίκτυο ενεργοποιείται, ο νευρώνας δέχεται δεδοµένα από κάθε
σύνδεση και τα πολλαπλασιάζει µε το αντίστοιχο ϐάρος. ΄Υστερα από τους κατάλληλους υ-
πολογισµούς εξάγει το τελικό αποτέλεσµα. Αν αυτό υπερβαίνει ένα κατώφλι (threshold), ο
νευρώνας περνά τα δεδοµένα στο επόµενο επίπεδο. Η συνάρτηση που καθορίζει την έξοδο
του νευρώνα ονοµάζεται συνάρτηση ενεργοποίησης και στις περισσότερες περιπτώσεις (εκτός
του τελικού επιπέδου) είναι 0 (OFF) ή 1 (ΟΝ). Οι πιο γνωστές συναρτήσεις ενεργοποίησης
είναι η σιγµοειδής (sigmoid), η ανορθωµένη γραµµική µονάδα (ReLU), η γραµµική (linear)
και η υπερβολική εφαπτοµένη (Tanh).

(αʹ) α (ϐʹ) ϐ

(γʹ) γ

Σχήµα 2.7: (α) Sigmoid (αϱιστεϱά), ReLU (δεξιά) (ϐ) Linear (γ) Tanh [7]

Στα αρχικά νευρωνικά δίκτυα από τους McCullough και Pitts υπήρχαν ϐάρη και thresh-
olds αλλά δεν είχε υλοποιηθεί κάποιος µηχανισµός εκπαίδευσης. Αυτό που είχαν ως στόχο
να δείξουν ήταν ότι ένα νευρωνικό δίκτυο µπορούσε να υλοποιήσει οποιαδήποτε συνάρτηση
όπως ένας υπολογιστής, και άρα ο ανθρώπινος εγκέφαλος µπορεί να ϑεωρηθεί µία υπολογι-
στική µηχανή.

Το πρώτο εκπαιδευόµενο νευρωνικό δίκτυο, το Perceptron, παρουσιάστηκε το 1957 από
τον ψυχολόγο F. Rosenblatt από το πανεπιστήµιο του Cornell [39]. Ο σχεδιασµός του ήταν
όπως τα σηµερινά δίκτυα µε τη διαφορά ότι είχε µόνο ένα επίπεδο µε µεταβαλλόµενα ϐάρη
και thresholds, και λειτουργούσε ως γραµµικός ταξινοµητής.
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2.2.5 Συνελικτικά Νευρωνικά ∆ίκτυα

Τα Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks) αποτελούν το πιο
διαδεδοµένο είδος τεχνητών νευρωνικών δικτύων στον τοµέα της ΄Ορασης Υπολογιστών (Com-
puter Vision) [40]. Είναι feedforward δίκτυα ικανά να εξάγουν χαρακτηριστικά από ένα
σύνολο δεδοµένων.

Η διαφορά τους µε τα απλά τεχνητά νευρωνικά δίκτυα (ΑΝΝs) έγκειται σε τρεις πα-
ϱαµέτρους. Αρχικά, κάθε νευρώνας δε συνδέεται µε όλους εκείνους από το προηγούµενο
επίπεδο αλλά µε ένα µικρό µέρος αυτών, γεγονός που µειώνει τον αριθµό των παραµέτρων
και αυξάνει την ταχύτητα υπολογισµών. Επιπλέον παρέχεται η δυνατότητα σε µία οµάδα
συνδέσεων να µοιράζεται τα ίδια ϐάρη, µειώνοντας περαιτέρω τις παραµέτρους. Τέλος, ϐα-
σίζεται στη µείωση διαστάσεων των εικόνων µε δειγµατοληψία διατηρώντας παράλληλα τις
σηµαντικές πληροφορίες. Ο όρος ¨συνελικτικά¨ προέρχεται από τη χρήση της µαθηµατικής
πράξης της συνέλιξης που πραγµατοποιείται ανάµεσα σε ένα δισδιάστατο πίνακα από ϐάρη
που ονοµάζεται πυρήνας (kernel) ή ϕίλτρο (filter) και την είσοδο ως διάνυσµα. Με συνάρτηση
εισόδου x και συνάρτηση ϐαρών w, τότε η συνέλιξη x∗w ορίζεται ως :

s(t) = x(t) ∗w(t) =
∫

x(h)w(t − h) dh

Η ανάγκη δηµιουργίας τους ϐασίστηκε στην αδυναµία των απλών νευρωνικών δικτύων
να επεξεργαστούν µεγάλες εικόνες. Πιο συγκεκριµένα, έχοντας για παράδειγµα ως είσοδο
εικόνες µεγέθους 32x32x3 ένας νευρώνας πλήρως συνδεδεµένος στο πρώτο κρυφό επίπεδο
αντιστοιχεί σε 3072 ϐάρη. Βλέπουµε λοιπόν πως για τη δηµιουργία ενός δικτύου πολ-
λών επιπέδων ϑα χρειαζόµασταν έναν τεράστιο αριθµό παραµέτρων κάνοντας τη διαδικασία
της εκπαίδευσης ιδιαίτερα δύσκολη και χρονοβόρα. Αντίθετα, τα συνελικτικά δίκτυα εκµε-
ταλλεύονται τη χωρική συσχέτιση των δεδοµένων εισόδου υλοποιώντας συνέλιξη µεταξύ του
πυρήνα και µίας συστάδας από pixels. Καταφέρνουµε λοιπόν να έχουµε πολύ καλύτερα και
γρηγορότερα αποτελέσµατα µε πολύ µικρότερο αριθµό παραµέτρων.

Σχήµα 2.8: Σύγκριση αρχιτεκτονικής ενός ΑΝΝ και ενός CNN [8]
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2.2.6 Αρχιτεκτονική Συνελικτικών Νευρωνικών ∆ικτύων

Η αρχιτεκτονική των συνεκτικών νευρωνικών δικτύων αποτελείται από τρεις τύπους επι-
πέδων: τα συνελικτικά επίπεδα, τα επίπεδα δειγµατοληψίας και τα πυκνά ή πλήρως συνδε-
δεµένα επίπεδα.

Συνελικτικό επίπεδο (Convolutional Layer)

Το συνελικτικό επίπεδο είναι το κύριο στοιχείο των οµώνυµων δικτύων και πάντα αποτελεί
τουλάχιστον το πρώτο επίπεδο της αρχιτεκτονικής. Η λειτουργία τους ϐασίζεται στη χρήση
των πυρήνων. Οι πυρήνες-ϕίλτρα είναι συνήθως µικροί σε διαστάσεις αλλά εφαρµόζονται
σε ολόκληρη την εικόνα διαδοχικά. Κατά τη διάρκεια της εκπαίδευσης πραγµατοποιείται
συνέλιξη κάθε τµήµατος της εικόνας εισόδου µε το ϕίλτρο παράγοντας έναν χάρτη ενεργοπο-
ίησης ή αλλιώς χάρτη χαρακτηριστικών (activation map ή feature map) δύο διαστάσεων. Με
αυτό τον τρόπο το δίκτυο µαθαίνει ποιά ϕίλτρα ενεργοποιούνται όταν εντοπίζουν συγκεκρι-
µένα χαρακτηριστικά σε ένα δοσµένο σηµείο της εισόδου. Σε κάθε επίπεδο υπάρχουν πολλά
ϕίλτρα τα οποία έχουν ένα αντίστοιχο χάρτη ενεργοποίησης. Κάθε τέτοιος χάρτης ¨στοιβάζε-
ται¨ µε τους υπόλοιπους παράγοντας το τελικό αποτέλεσµα του συνελικτικού επιπέδου. Με
τη δόµηση ενός µοντέλου από συνεχόµενα συνελικτικά επίπεδα επιτρέπεται στα αρχικά ε-
πίπεδα να µαθαίνουν ϐασικά χαρακτηριστικά της εικόνας όπως ακµές και όσο προχωρούν
εις ϐάθος να εντοπίζουν σχηµατα και τελικά συγκεκριµένα αντικείµενα.

Σχήµα 2.9: Παράδειγµα συνέλιξης της εισόδου µε ένα πυρήνα 3x3 [9]

΄Οπως αναφέραµε παραπάνω, τα συνελικτικά δίκτυα υπερτερούν έναντι των απλών δι-
κτύων λόγω της ιδιότητας του κάθε νευρώνα στο συνελικτικό επίπεδο να συνδέεται µόνο
µε µία µικρή περιοχή της εισόδου. Επιπλέον µπορούν να µειώσουν σηµαντικά την πολυ-
πλοκότητα του µοντέλου ϐελτιστοποιώντας τις εξόδους τους. Αυτό επιτυγχάνεται µε τρεις
υπερπαραµέτρους : το depth, το stride και ϑέτοντας zero-padding τα οποία καθορίζονται
από τον δηµιουργό [41].
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Επίπεδο ∆ειγµατοληψίας (Pooling Layer)

Το επίπεδο δειγµατοληψία συνήθως τοποθετείται µετά τα συνελικτικά επίπεδα και έχει
ως στόχο της σταδιακή µείωση των διαστάσεων των δεδοµένων και συνεπώς τη µείωση των
παραµέτρων και της πολυπλοκότητας του µοντέλου.

Ο τρόπος λειτουργίας του ϐασίζεται στην εφαρµογή µίας διαδικασίας σε κάθε χάρτη ενερ-
γοποίησης, όπως ϑα λειτουργούσε ένα ϕίλτρο. Πιο γνωστές µέθοδοι είναι εκείνες της µέγιστης
τιµής υλοποιώντας το max-pooling ή µέσης τιµής µε average-pooling. Συνήθως τα επίπεδα
αυτά έχουν πυρήνες διαστάσεων 2x2 µε stride 2 (µέγεθος µετατόπισης παραθύρου στην ε-
ίσοδο) ή 3x3 και stride 2 πραγµατοποιώντας επικάλυψη παραθύρων (overlapping pooling).
Λόγω της αρχιτεκτονικής του επιπέδου δειγµατοληψίας, ένας πυρήνας µεγαλύτερος του 3x3
ϑα προκαλούσε µείωση της αποδοτικότητας του µοντέλου.

Σχήµα 2.10: Παράδειγµα χρήσης max-pooling και average-pooling [10]

΄Ενα ακόµα πλεονέκτηµα που προσφέρει η προσθήκη των συγκεκριµένων επιπέδων είναι
ότι το µοντέλο γίνεται πιο σταθερό όταν συµβαίνουν µικρές αλλαγές στις αρχικές εικόνες,
αφού οι περισσότεροι χάρτες ενεργοποίησης µετά τη δειγµατοληψία δε ϑα µεταβάλλονται
όταν υπάρχουν µικρές διαφοροποιήσεις στις εισόδους [42].

΄Ενα ακόµη είδος pooling layer είναι εκείνο του Global Average Pooling ή Global Max
Pooling Layer. Η διαφορά του µε τα προηγούµενα που αναφέρονται είνα πως εδώ το pool size
τείθεται ίσο µε το µέγεθος της εισόδου. Μπορεί να χρησιµοποιηθεί σε διάφορες περιπτώσεις,
όπως στη µείωση των διαστάσεων του εξαγόµενου, από προηγούµενα συνελικτικά επίπεδα,
feature map, αντικαθιστώντας ένα αναγκαίο Flattening ή και σε ορισµένες περιπτώσεις τα
Dense layers.

Σχήµα 2.11: Η διαφορά ανάµεσα σε max-pooling layer και global-max-pooling layer [6]
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Πλήρως Συνδεδεµένο Επίπεδο (Fully Connected Layer)

Η τρίτη ϐασική κατηγορία επιπέδων στα συνελικτικά δίκτυα είναι τα πυκνά ή πλήρως
συνδεδεµένα επίπεδα. Στα επίπεδα αυτά κάθε νευρώνας είναι συνδεδεµένος µε τους όλους
τους νευρώνες από το προηγούµενο επίπεδο, παρόµοια µε τη λειτουργία των απλών νευρω-
νικών δικτύων. Συνήθως αποτελεί το τελευταίο επίπεδο του µοντέλου και δίνει σαν έξοδο τη
πιθανότητα που αντιστοιχεί σε κάθε κλάση.

2.2.7 Σύγχρονες Αρχιτεκτονικές Συνελικτικών Νευρωνικών ∆ικτύων

Τα τελευταία χρόνια οι αρχιτεκτονικές των συνελικτικών δικτύων ϐελτιώνονται συνεχώς
πετυχαίνοντας όλο και µεγαλύτερη ακρίβεια. Η πρώτη αποτελεσµατική αρχιτεκτονική ήταν
το LeNet που παρουσιάστηκε από τον Yann Lecun το 1990. Τα µετέπειτα χρόνια, οι αρχιτε-
κτονικές των CNN εξελίσσονταν συνεχώς δηµιουργώντας νέα µοντέλα. Παρακάτω παρουσι-
άζονται οι πλέον διαδεδοµένες αρχιτεκτονικές στον τοµέα της ΄Ορασης Υπολογιστών.

AlexNet

Το 2012 πραγµατοποιήθηκε ο διαγωνισµός ταξινόµησης εικόνων στο σύνολο δεδοµένων
ImageNet [38] µε νικητές τους Alex Krizhevsky, Ilya Sutskever και Geoff Hinton, δηµιουρ-
γούς του AlexNet, επιτυγχάνοντας εξαιρετικά αποτελέσµατα. Το µοντέλο είχε εκπαιδευτεί
χρησιµοποιώντας GPUs, διευκολύνοντας το να τρέξει µε µεγαλύτερες ταχύτητες, κερδίζοντας
το ενδιαφέρον της επιστηµονικής κοινότητας. Αποτελείται από συνολικά 8 επίπεδα, 5 συ-
νελικτικά και 3 πλήρως συνδεδεµένα. Σηµαντικό στοιχείο για την υψηλή του επίδοση ήταν
η χρήση µονάδων ReLU ως συναρτήσεις ενεργοποίησης έναντι της tanh µειώνοντας σηµα-
ντικά τον χρόνο εκπαίδευσης. Επιπλέον, παρά την παραδοσιακή µέθοδο ως τότε, όπου οι
έξοδοι του pooling layer δεν επικαλύπτονταν, οι δηµιουργοί παρατήρησαν µείωση του πο-
σοστού λάθους κατά 0.5% χρησιµοποιώντας overlapping pooling ενώ ήταν πιο δύσκολο να
παρουσιαστεί overfitting, ένα από τα ϐασικότερα προβλήµατα λόγω του µεγάλου αριθµού
παραµέτρων.

Σχήµα 2.12: Αρχιτεκτονική AlexNet [11]
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VGG16-VGG19

Το VGG16 είναι ένα συνελικτικό νευρωνικό δίκτυο που δηµιουργήθηκε από τους K.
Simonyan και A. Zisserman από το πανεπιστήµιο της Οξφόρδης και δηµοσιεύτηκε πρώτη
ϕορά στο paper “Very Deep Convolutional Networks for Large-Scale Image Recognition”
[43]. Το µοντέλο πετυχαίνει ακρίβεια 92.7% στο σύνολο δεδοµένων ImageNet και ήταν
ένα από τα πιο διάσηµα µοντέλα που κατατέθηκαν στο ILSVRC-2014. Ο αριθµός 16 στο
όνοµα του οφείλεται στην αρχιτεκτονική του, η οποία αποτελείται από 13 επίπεδα συνέλιξης
και 3 πλήρως συνδεδεµένα επίπεδα. Το δίκτυο έχει αρκετά µεγάλο µέγεθος µε περίπου
138.000.000 παραµέτρους.

Στο ImageNet οι εικόνες έχουν σταθερό µέγεθος 224x224 RGB, για το λόγο αυτό η
είσοδος στο πρώτο convolutional layer έχει µέγεθος 224x224x3. Η εικόνα στη συνέχεια
περνάει από µία σειρά από convolutional layers στα οποία τα ϕίλτρα που χρησιµοποιούνται
έχουν µέγεθος 3x3. Το convolutional stride είναι σταθερό και ίσο µε 1 όπως και το spatial
padding για τα ϕίλτρα µεγέθους 3x3. Ακόµη, υπάρχουν 5 max pooling layers τα οποία
ακολουθούν ορισµένα από τα convolutional layers. Στο τέλος ϐρίσκονται 3 Fully-Connected
(FC) layers, εκ των οποίων τα πρώτα δύο έχουν 4096 κανάλια το καθένα ενώ το τελευταίο
πραγµατοποιεί την κατηγοριοποίηση σε 1000 κατηγορίες και συνεπώς αποτελείται από 1000
κανάλια. Το τελευταίο επίπεδο είναι ένα soft-max layer που χρησιµοποιείται ως συνάρτηση
ενεργοποίησης για την κατάλληλη κατηγοριοποίηση.

Το VGG19 είναι ένα δίκτυο παρόµοιας αρχιτεκτονικής µε το VGG16 µε τη διαφορά ότι
έχει 3 παραπάνω συνελικτικά επίπεδα, πετυχαίνοντας ακρίβεια 92% στο σύνολο δεδοµένων
ImageNet.

Σχήµα 2.13: Αρχιτεκτονική VGG16 [12]
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ResNet

Το µοντέλο ResNet δηµοσιεύθηκε πρώτη ϕορά το 2015 από τους Kaiming He, Xiangyu
Zhang, Shaoqing Ren και Jian Sun στο paper “Deep Residual Learning for Image Recogni-
tion” [44]. Την ίδια χρονιά πήρε την πρώτη ϑέση στον διαγωνισµό ILSVRC 2015 µε ποσοστό
top-5 error 3.57%.

Μέχρι τη δηµιουργία του, παρά το έντονο ενδιαφέρον των ερευνητών για τα ϐαθιά συ-
νελικτικά δίκτυα και τη συνεχή ϐελτίωση τους, είχε παρατηρηθεί πως µε την αύξηση του
ϐάθους του δικτύου η επίδοση τους από ένα σηµείο και µετά µειωνόταν δραµατικά λόγω του
vanishing gradient.Το πρόβληµα αυτό προκύπτει κατά το backpropagation όπου οι τιµές
των gradients του δικτύου παίρνουν πολύ µικρές τιµές, µε αποτέλεσµα τα ϐάρη να µην
επηρεάζονται και η εκπαίδευση να επιβραδύνεται.

Σχήµα 2.14: Residual Block [13]

Αυτό µπόρεσε να επιλυθεί χρησιµοποιώντας residual blocks, τα οποία προσφέρουν τη
δυνατότητα στις συνδέσεις να παρακάµψουν ένα ή περισσότερα επίπεδα υλοποιώντας ένα
residual mapping. Πιο συγκεκριµένα, µε τη σύνδεση αυτή που ονοµάζεται ‘skip connec-
tion’, το τελικό αποτέλεσµα δεν είναι ίδιο µε πριν. Χωρίς το skip connection, η είσοδος Χ
πολλαπλασιάζεται µε τα ϐάρη του επιπέδου προσθέτοντας το bias, στη συνέχεια περνά από
τη συνάρτηση ενεργοποίησης και παρέχεται η έξοδος H(x).

H(x) = f (wx + b)

ή
H(x) = f (x)

Με τη προσθήκη της συντόµευσης το αποτέλεσµα H(x) γίνεται ίσο µε H(x)=f(x)+x.
Στις περιπτώσεις που οι διαστάσεις της εισόδου και εξόδου είναι ίσες, οι συνδέσεις συ-

ντόµευσης υλοποιούνται ανά δύο συνελικτικά επίπεδα, πολλαπλασιάζοντας την είσοδο µε τον
µοναδιαίο πίνακα.Στην αντίθετη περίπτωση πραγµατοποιείται zero-padding για την αύξηση
των διαστάσεων µε τη προσθήκη µηδενικών στις άκρες ή την εφαρµογή ενός 1x1 συνελικτι-
κού δικτύου που αντιστοιχεί στις διαστάσεις της εισόδου µε το αποτέλεσµα να διαµορφώνεται
από τη σχέση

H(x) = f (x) +w1

Με αυτό τον τρόπο το ResNet λύνει το πρόβληµα το vanishing gradient προσφέροντας
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εναλλακτικά µονοπάτια ενώ όταν ένα επίπεδο ϐλάπτει την απόδοση µπορεί να παρακαµφθεί.
∆ηµιουργήθηκαν, συνεπώς, δίκτυα µε πολύ µεγαλύτερο ϐάθος που µπορούσαν εύκολα να
ϐελτιστοποιηθούν, χωρίς να αυξάνεται το σφάλµα εκπαίδευσης µε την αύξηση των επιπέδων,
παράγοντας καλύτερα αποτελέσµατα από τα νευρωνικά δίκτυα που υπήρχαν έως τότε.

Η αρχιτεκτονική τους αποτελείται από συνελιτικά επίπεδα των οποίων οι πυρήνες αυ-
ξάνονται µε την αύξηση των επιπέδων. Υπάρχει µόνο ένα max-pooling layer µε pooling size
3x3 και stride 2, ύστερα από το πρώτο επίπεδο. Στη συνέχεια δεν πραγµατοποιείται ιδια-
ίτερη µείωση των διαστάσεων κατά τη διάρκεια της εκπαίδευσης. Ακόµη, χρησιµοποιούνται
average-pooling layers στη ϑέση των fully connected, µειώντας την πολυπλοκότητα του µο-
ντέλου και ϐελτιώνοντας την ικανότητα του να συνδέει τους χάρτες ενεργοποίησης(feature
maps) µε τις κατηγορίες εξόδου. Τέλος, το output layer έχει 1000 νευρώνες, ίσο τον αριθµό
των κατηγοριών στο ImageNet, ενώ εφαρµόζεται softmax συνάρτηση ενεργοποίησης για την
παραγωγή των αντίστοιχων πιθανοτήτων για κάθε κατηγορία.

Inception

Η αρχιτεκτονική του Inception v1 παρουσιάστηκε πρώτη ϕορά στον διαγωνισµό ILSVRC
2014 κερδίζοντας την πρώτη ϑέση µε την ονοµασία GoogLeNet [45]. Στην περίοδο όπου οι
επιστηµονική κοινότητα επικεντρωνόταν στην αύξηση των επιπέδων για µεγαλύτερη ακρίβεια,
κάνοντας ένα δίκτυο πιο ϐαθύ, ερευνητές της Google παρατήρησαν πως ένα δίκτυο µπορούσε
να ϐελτιώσει την απόδοση του µε το να γίνει πιο "πλατύ".

‘Ενα από τα προβλήµατα που κλήθηκε να λύσει ήταν η επιλογή του σωστού µεγέθους
πυρήνα. Είναι σύνηθες, όπως ϑα δούµε και στο σύνολο δεδοµένων µας παρακάτω, η ϑέση
ενός αντικειµένου στην εικόνα να διαφέρει σηµαντικά ανάµεσα στα δεδοµένα και η επιλογή
ϕίλτρου να είναι δύσκολη. Ακόµη, τα ϐαθιά νευρωνικά δίκτυα αντιµετώπιζαν το πρόβληµα
της υπερεκπαίδευσης ενώ ήταν ιδιαίτερα ακριβά υπολογιστικά.

Για τους λόγους αυτούς, οι αρχιτέκτονες του Inception πρότειναν τη χρήση πολλαπλών
ϕίλτρων, διαφορετικού µεγέθους, στο ίδιο επίπεδο. Πιο συγκεκριµένα, σε ένα µόνο επίπεδο
το Inception µπορεί να εφαρµόζει µία συνέλιξη 5x5, µία συνέλιξη 3x3, µία συνέλιξη 1x1 και
ένα max-pooling, αφήνοντας το µοντέλο να επιλέξει πώς ϑα χρησιµοποιήσει κάθε πληροφο-
ϱία που παράγεται. Φυσικά, η αύξηση της πυκνότητας ενός µοντέλου συνεπάγεται και την
αύξηση του υπολογιστικού κόστους, αφού τα συνελικτικά ϕίλτρα µεγέθους 5x5 είναι ακριβά
υπολογιστικά και τα εξαγόµενα feature maps για κάθε επίπεδο είναι σαφώς περισσότερα.

Για την επίλυση του προβλήµατος αυτού, οι ερευνητές εφάρµοσαν πριν από κάθε συνέλιξη
3x3 και 5x5 µία επιπρόσθετη συνέλιξη διαστάσεων 1x1. Η συνέλιξη µεγέθους 1x1 κοιτάει µία
τιµή κάθε ϕορά, εφαρµοζόµενη όµως στα διαφορετικά κανάλια εξάγει χωρικές πληροφορίες
που υπάρχουν µεταξύ τους, µειώνοντας τις τελικές διαστάσεις. Με τη µείωση των διαστάσεων
των πινάκων που δέχεται σαν είσοδο κάθε επίπεδο, στο Inception µπορούσαν να εφαρµοστούν
παράλληλοι µετασχηµατισµοί για κάθε επίπεδο, µε αποτέλεσµα να δηµιουργούνται δίκτυα
που ήταν, αρχικά, ϐαθιά (πολλά επίπεδα) αλλά και πλατιά (πολλές παράλληλες διεργασίες).

Η ιδέα στην οποία ϐασίζεται το Inception οδήγησε στη δηµιουργία των Inception v2
και Inception v3 τα οποία ήταν µία ϐελτιστοποιηµένη έκδοση του αρχικού, κυρίως λόγω
της µείωσης των διαστάσεων των πυρήνων. Για παράδειγµα, στο Inception V3 η συνέλιξη
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5x5 αντικαταστάθηκε µε δύο συνεχόµενες συνελίξεις 3x3. Στη συνέχεια δηµιουργήθηκε
το Inception v4 που συνδυαζόµενο µε την ιδέα των υπολειπόµενων συνδέσεων (residual
connections) του ResNet οδήγησε στην ανάπτυξη του Inception-Resnet.

Inception - Resnet v1 και v2

Βασιζόµενοι στην κεντρική ιδέα του Resnet σε συνδυασµό µε την αρχιτεκτονική του
Inception, το 2016 παρουσιάστηκαν από την Google δύο νέα µοντέλα, τα Inception - Resnet
v1 και v2. Το Inception - Resnet v1 είχε παρόµοιο υπολογιστικό κόστος µε το Inception v3
και το Inception - Resnet v2 µε το Inception v4, έχοντας διαφορετικές υπερπαραµέτρους
µεταξύ τους. Στόχος ήταν η προσαρµογή των residual connections στην έξοδο που παράγουν
τα Inception blocks. Για να επιτευχθεί αυτό, χρειαζόταν η είσοδος και η έξοδος πριν και
µετά τις διεργασίες που πραγµατοποιεί το Inception σε κάθε block να έχουν το ίδιο µέγεθος.
Για αυτό, προστέθηκε µία συνέλιξη 1x1 µετά από κάθε άλλη συνέλιξη, ενώ τα pooling layers
αφαιρέθηκαν (παρόλα αυτά συνέχισαν να υπάρχουν µέσα στα reduction blocks) [46].

Xception

Το Xception πήρε το όνοµά του από το Extreme Inception [47], αποτελεί δηλαδή µία
extreme έκδοση του µοντέλου που αναφέρουµε παραπάνω. Η υπερβολική εκδοχή του In-
ception ϐασίζεται στην ιδέα πως πρώτα ϑα χρησιµοποιείται µία συνέλιξη µεγέθους 1x1 για
την εύρεση των διακαναλικών συσχετίσεων και στη συνέχεια ϑα υπολογίζονται οι υπόλοιπες
nxn συνελίξεις.

Στο σηµείο αυτό, ϑα εξηγήσουµε έναν νέο όρο, τη ϐαθιά διαχωρίσιµη συνέλιξη (depthwise
separable convolution), µία λειτουργία που από το 2014 έχει αποκτήσει ευρεία χρήση στα
νευρωνικά δίκτυα. Η ϐαθιά διαχωρίσιµη συνέλιξη αποτελείται από µία ϐαθιά συνέλιξη (µία
συνέλιξη που πραγµατοποιείται ανεξάρτητα σε κάθε κανάλι της εισόδου) και ακολουθείται
από µία σηµείο-προς-σηµείο (pointwise) συνέλιξη (συνέλιξη 1x1) για την τροποποίηση των
διαστάσεων. Η διαφορά του Xception µε τη ϐαθιά διαχωρίσιµη συνέλιξη είναι πως το point-
wise convolution πραγµατοποιείται πρώτο, ακολουθώντας την υλοποίηση του Inception v3.

Το Xception, λοιπόν, αποτελεί µία αρχιτεκτονική δοµηµένη από ϐαθιά διαχωρίσιµα συ-
νελικτικά blocks προσθέτοντας max pooling layers. Τα στοιχεία αυτά, είναι συνδεδεµένα µε
υπολειπόµενες συνδέσεις όπως είδαµε και στο ResNet.

EfficientNet

Το 2019, στο paper “EfficientNet: Rethinking Model Scaling for Convolutional Neu-
ral Networks” [48] παρουσιάστηκε µία καινούργια µέθοδος που χρησιµοποιούσε σύνθετους
συντελεστες (compound coefficient) για να αυξήσει τις διαστάσεις της δοµής ενός CNN. Α-
ντίθετα µε τα προηγούµενα µοντέλα, που χρησιµοποιούν αυθαίρετους συντελεστές για την
τροποποίηση του πλάτους, ϐάθους και ανάλυσης της εικόνας, η µέθοδος αυτή διαµόρφωνε
τα µεγέθη οµοιόµορφα χρησιµοποιώντας προκαθορισµένους συντελεστές. Για παράδειγµα,
εάν ϑέλουµε να χρησιµοποιήσουµε 2N περισσότερους υπολογιστικούς πόρους, τότε µπορο-
ύµε απλά να αυξήσουµε το ϐάθος του δικτύου επί aN , το πλάτος επί �N και το µέγεθος της
εικόνας επί γN , όπου τα α,β,γ είναι σταθεροί συντελεστές καθορισµένοι από µία αναζήτηση
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πλέγµατος (grid search) στο αρχικό µικρότερο µοντέλο. Το Efficientnet χρησιµοποιεί ένα
σύνθετο συντελεστή ϕ για να διαµορφώσει κατάλληλα και οµοιόµορφα τις διαστάσεις του
δικτύου. Η λογική πίσω από αυτή τη µέθοδο, ϐασίζεται στην ιδέα πως εάν ϑέλουµε να ει-
σάγουµε στο σύστηµα µία µεγαλύτερη εικόνα, τότε το δίκτυο χρειάζεται περισσότερα επίπεδα
και περισσότερα κανάλια για να εντοπίσει λεπτοµέρειες.

Τα µοντέλα EfficientNet, αυτή τη στιγµή, πετυχαίνουν µεγαλύτερη απόδοση στο Ima-
geNet από οποιοδήποτε άλλο δίκτυο. Χαρακτηριστικά, το EfficientNet-B7 πετυχαίνει state-
of-the-art 84.4% top-1 / 97.1% top-5 accuracy, ενώ παραµένει σχετικά µικρό σε µέγεθος
και γρήγορο.

2.2.8 Μεταφορά Γνώσης (Transnfer Learning)

∆εδοµένου ενός πεδίου πηγής Ds µε αντίστοιχη διεργασία Τs, και το πεδίο προορισµού
Dt µε αντίστοιχη διεργασία στόχο Tt, η µεταφορά γνώσης έχει ως σκοπό να µεταφέρει τη
σχετική γνώση που περιέχεται στο Ts και Ds για την ενίσχυση της απόδοσης της συνάρτησης
πρόγνωσης fT(.) στη διεργασία στόχο Τt και πεδίο στόχο Dt, όπου Ds , Dt ή Τs , Tt[49].

Ο παραπάνω ορισµός πρόκειται για µεταφορά γνώσης από µία πηγή, το οποίο και απο-
τελεί συνηθέστερη περίπτωση στη µελέτη της µεταφοράς γνώσης.

Στόχος, λοιπόν, της µεταφοράς γνώσης είναι η ϐελτίωση της απόδοσης και η µείωση των
αναγκαίων ετικετών (labels) για τα δεδοµένα που απαιτούνται σε ένα πεδίο στόχο, χρησι-
µοποιώντας ήδη υπάρχουσα γνώση από ένα παρόµοιο πεδίο. Στη περιπτωση που το πεδίο
της πηγής και του στόχου δεν σχετίζονται, η µεταφορά γνώσης µπορεί να µην είναι τελικά
επιτυχηµένη [50].

Πιο συγκεκριµένα, στον τοµέα της κατηγοριοποίησης εικόνων (image classification) η
µεταφορά γνώσης ϐασίζεται στη ϑεωρία πως εάν ένα µοντέλο έχει ήδη εκπαιδευτεί σε ένα
αρκετά µεγάλο και γενικό σύνολο δεδοµένων, αυτό µπορεί να χρησιµοποιηθεί ως ένα γενικό
µοντέλο του οπτικού κόσµου. Με αυτό τον τρόπο, αξιοποιούνται οι ήδη υπάρχοντες χάρτες
χαρακτηριστικών (feature maps) χωρίς να απαιτείται η εκπαίδευση ενός µοντέλου από την
αρχή σε ένα πολύ µεγάλο σύνολο δεδοµένων.

Σε περίπτωση που έχουµε µικρά σύνολα δεδοµένων, η µεταφορά γνώσης µας ϐοηθά να
αποφύγουµε το ενδεχόµενο της υπερεκπαίδευσης (overfitting), που προκαλεί µείωση της
απόδοσης του συστήµατος. Με τη µεταφορά γνώσης, µπορούµε να εκπαιδεύσουµε ορισµένα
επίπεδα του µοντέλου (ή ακόµη και ολόκληρο το δίκτυο αν απαιτείται) µέσω fine tuning
χρησιµοποιώντας σύνολα δεδοµένων που δεν έχουν αρκετές εικόνες[51].

Πιο συγκεριµένα, η χρήση των προ-εκπαιδευµένων µοντέλων υλοποιείται µε τις εξής
µεθόδους :

• Εξαγωγή Χαρακτηριστικών (Feature extraction): Χρησιµοποιώντας την έξοδο ενός εν-
διάµεσου επιπέδου του pre-trained CNN µπορούµε να εξάγουµε χαρακτηριστικά για
µία εικόνα. Ο χάρτης χαρακτηριστικών περιλαµβάνει τα χαρακτηριστικά της εισόδου
για τις διάφορες περιοχές της εικόνας. Το τελικό µέρος του pre-trained µοντέλου είναι
εξειδικευµένο στην κατηγοριοποίηση για την οποία χρησιµοποιήθηκε. Για τον λόγο
αυτό, αφαιρούµε το επίπεδο εξόδου του CNN και χρησιµοποιούµε το υπόλοιπο ως
εξαγωγέα χαρακτηριστικών.
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• Fine tuning : Στις περιπτώσεις που το σύνολο δεδοµένων του προβλήµατος και του
αρχικού pre-trained µοντέλου διαφέρουν, µπορούµε να ϐελτιώσουµε την απόδοση του
µοντέλου µε τη χρήση του Fine Tuning. Στη συγκεκριµένη µέθοδο, χρησιµοποιούµε
τα ϐάρη από την προ-εκπαίδευση και ¨ξεπαγώνουµε¨ ορισµένα από τα top layers ώστε
να εκπαιδευτούν µαζί µε το υπόλοιπο µοντέλο µας. Με αυτό τον τρόπο, δίνεται η
δυνατότητα να διαφοροποιηθούν τα χαρακτηριστικά που παράγονται στα top layers
ώστε να είναι πιο σχετικά µε το πρόβληµα µας.
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Κεφάλαιο 3

Ανάλυση και Σχεδίαση

Στο κεφάλαιο αυτό παρουσιάζονται αναλυτικά τα ϐήµατα που ακολουθήθηκαν για την
υλοποίηση του συστήµατος. Αρχικά περιγράφεται η επιλογή του συνόλου δεδοµένων

και τα προγραµµατιστικά εργαλεία που χρησιµοποιήθηκαν. Στη συνέχεια αναλύεται η υλο-
ποίηση και οι ϐασικοί αλγόριθµοι του συστήµατος καθώς και η δοµή του κώδικα. Τέλος,
περιγράφονται τα υπολογιστικά συστήµατα που χρησιµοποιήθηκαν για την διεξαγωγή των
πειραµάτων.

3.1 ∆εδοµένα

Η επιλογή του συνόλου δεδοµένων (dataset) είναι κύριο στοιχείο της διεξαγωγής ενός
πειράµατος στον τοµέα των Νευρωνικών ∆ικτύων. Η εργασία µας απαιτεί δύο είδη dataset,
ένα που αποτελείται από έργα τέχνης στον χώρο, κυρίως, της Ϲωγραφικής και ένα στον τοµέα
της ϕωτογραφίας. Λόγω της αυξανόµενης ψηφιοποίησης των έργων τέχνης, ήταν δυνατή η
πρόσβαση σε µεγάλα και ολοκληρωµένα σύνολα δεδοµένων που έχουν συλλεχθεί από online
µουσεία και art gallery ϐάσεις δεδοµένων.

3.1.1 Σύνολο δεδοµένων έργων τέχνης

Για την πρόσβαση σε πίνακες Ϲωγραφικής, χρησιµοποιήθηκε το dataset ART5OOK [14],
ένα σύνολο δεδοµένων µε πάνω από 500.000 έργα τέχνης. ∆ηµιουργήθηκε το 2017 από τους
Hui Mao, Ming Cheung και James She για την υλοποίηση του project τους “DeepArt” [52].
Το dataset περιλαµβάνει έργα τέχνης που έχουν συλλεχθεί από τέσσερις κυρίως συλλογές στο
διαδίκτυο : Rĳksmuseum, Google Arts and Culture, WikiArt.org - Visual Art Encyclopedia
και Web Gallery of Art. Τα πλεονεκτήµατα του συγκεκριµένου συνόλου δεδοµένων είναι τρία.
Αρχικά, αποτελεί µία τεράστια συλλογή έργων τέχνης, πολύ µεγαλύτερη από τα περισσότερα
αντίστοιχα σύνολα. Αυτός ήταν και ο λόγος για τον οποίο επιλέχθηκε για τα πειράµατα µας.
Ο µεγάλος όγκος δεδοµένων µας δίνει τη δυνατότητα να έχουµε πιο σαφή αποτελέσµατα
και πιο ολοκληρωµένη έρευνα πάνω στη σχέση της ϕωτογραφίας µε τη Ϲωγραφική, έχοντας
πρόσβαση σε ένα πολύ σηµαντικό αριθµό έργων τέχνης. Επιπλέον, περιέχει πληροφορίες
για κάθε έργο, προσδιορίζοντας τον καλλιτέχνη, το είδος, την χρονιά κ.ο.κ. Τέλος, το dataset
είναι οργανωµένο σε ϕακέλους ϐοηθώντας τους χρήστες του να το αξιοποιήσουν όπως εκείνοι
επιθυµούν, ενώ είναι δηµόσιο και συνεπώς προσβάσιµο σε κάθε πρόσωπο που επιθυµεί να
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το χρησιµοποιήσει για την έρευνα του.

Σχήµα 3.1: Παραδείγµατα του συνόλου Art500k [14]

(αʹ) α

(ϐʹ) ϐ

Σχήµα 3.2: (α) Στατιστικά για τις κατηγορίες Είδους (αριστερά) και Καλλιτέχνη (δεξιά) (ϐ)
Στατιστικά για τις κατηγορίες Μέσου (αριστερά) και Ιστορικής Φιγούρας (δεξιά) [14].
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3.1.2 Σύνολο Φωτογραφιών

Για το δεύτερο µέρος, χρειαστήκαµε ένα σύνολο δεδοµένων από ϕωτογραφίες. Θεωρήσα-
µε πως ϑα ήταν περισσότερο ενδιαφέρον, η σύγκριση έργων τέχνης µε ϕωτογραφίες που
προκύπτουν από σκηνές τις καθηµερινότητας και δεν αποτελούν επιτηδευµένη αναπαράστα-
ση ενός προγενέστερου έργου αφού τότε η εύρεση οµοιοτήτων ϑα ήταν ευκολότερη. ΄Οπως
αναλύσαµε και στο κεφάλαιο 1, έχουµε δει και προγενέστερες µελέτες που πραγµατοποιο-
ύν µία προσπάθεια σύνδεσης των δύο αυτών συνόλων καταλήγοντας σε πολύ ενδιαφέροντα
συµπεράσµατα. Στη δική µας περίπτωση, χρησιµοποιήθηκαν ϕωτογραφίες από τη ϐάση
δεδοµένων του ϕωτογραφικού πρακτορείου SOOC. Το σύνολο των ϕωτογραφιών αποτελε-
ίται κυρίως από εικόνες της καθηµερινότητας καθώς και της επικαιρότητας των τελευταίων
χρόνων. Οι ϕωτογραφίες αυτές, αν και έχουν ως στόχο την αποτύπωση των γεγονότων στο
πλαίσιο του ϱεπορτάζ, έχουν διαµορφωθεί από τις ϐασικές αρχές της καλλιτεχνικής ϕωτο-
γραφίας. Το SOOC καλύπτει ένα ευρύ ϕάσµα γεγονότων, δίνοντας µας τη δυνατότητα να
εισάγουµε στα πειράµατα µας ϕωτογραφίες από πολλαπλά είδη ϕωτογραφίας όπως πορτρα-
ίτα, τόπια, αρχιτεκτονική ϕωτογραφία κ.α. Το γεγονός αυτό είναι ιδιαίτερα χρήσιµο, αφού
µπορούµε να ελέγξουµε την αποτελεσµατικότητα των µοντέλων στα διάφορα χαρακτηριστικά
που αναγνωρίζουν και την ακρίβεια στην εύρεση συνδέσεων σε διαφορετικές ϑεµατολογίες.

Σχήµα 3.3: Παραδείγµατα Φωτογραφιών από SOOC
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3.2 Σχεδιασµός Υλοποίησης

Σχήµα 3.4: Σχηµατική Αναπαράσταση της Υλοποίησης. Σηµ. Τα παραδείγµατα που ϕαίνονται
στην εικόνα δεν είναι τα πραγµατικά αποτελέσµατα, χρησιµοποιούνται µόνο για την καλύτερη
κατανόηση.

3.2.1 Προ-επεξεργασία ∆εδοµένων

Για την επεξεργασία των δεδοµένων µας χρησιµοποιήσαµε εργαλεία από τη ϐιβλιοθήκη
Keras [53]. Το Keras είναι µία ϐιβλιοθήκη ανοικτού κώδικα που παρέχει στη γλώσσα προ-
γραµµατισµού Python τη δυνατότητα να χρησιµοποιεί τεχνητά νευρωνικά δίκτυα, ενώ λει-
τουργεί σαν interface για τη ϐιβλιοθήκη Tensorflow.

Αρχικά, τα δεδοµένα µας είναι χωρισµένα στους ϕακέλους Artists1, Artists2, Art Move-
ment. Κάθε ϕάκελος από τους δύο πρώτους περιέχει υπο-ϕακέλους µε το όνοµα του Καλ-
λιτέχνη όπου περιέχει τα έργα του. Στον ϕάκελο Art Movement έχουµε είδη Ϲωγραφικής µε
κάθε ϕάκελο να περιέχει ορισµένα παραδείγµατα. Ο ϕάκελος αυτος δε ϑα χρησιµοποιηθεί
στα πειράµατα µας, αφού περιέχει δεδοµένα που προυπάρχουν στους άλλους δύο. Στην
ανάκτηση των αρχείων, η κατηγοριοποίηση σε ϕακέλους δε ϑα παίξει κάποιο ϱόλο, αφού
δεν µας ενδιαφέρουν στοιχεία που λειτουργούν σαν ετικέτες. Με τη χρήση του module path-
lib, µπορούµε να χρησιµοποιούµε τα paths για κάθε αρχείο στον υπολογιστή µας, ώστε να
έχουµε πρόσβαση σε αυτό.

΄Ενα σηµαντικό πρόβληµα που έπρεπε να επιλυθεί ήταν η εύρεση των εικόνων που ήταν
¨σπασµένες¨, δηλαδή δεν ήταν σωστά αποθηκευµένες στο dataset. Για τον λόγο αυτό χρει-
άστηκε να διατρέξουµε όλες τις εικόνες και να εντοπίσουµε όσες χρειαζόταν να αφαιρέσουµε.
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Ευτυχώς, ο αριθµός τους ήταν αρκετά µικρός και το σύνολο δεδοµένων µειώθηκε σε αµελητέο
ϐαθµό.

Στη συνέχεια πραγµατοποιούµε την προ-επεξεργασία στα δεδοµένα. Πρώτο ϐήµα είναι η
µετατροπή των εικόνων σε πίνακες στη δοµή ΄Υψος, Πλάτος, Κανάλι για να είναι πιο εύκολη η
επεξεργασία τους. Αµέσως µετά γίνεται διαίρεση κάθε στοιχείου του πίνακα µε το 255, ώστε οι
τιµές να κυµαίνονται µεταξύ 0 και 1 και οι υπολογισµοί να είναι πιο εύκολοι και γρήγοροι.
Τέλος, ένα CNN χρειάζεται να δέχεται ως είσοδο εικόνες µε σταθερό και προκαθορισµένο
µέγεθος. Για τον λόγο αυτό ορίσαµε τις διαστάσεις των εικόνων σύµφωνα µε τις απαιτήσεις
του κάθε µοντέλου.

3.2.2 Εξαγωγή χαρακτηριστικών

Το επόµενο ϐήµα είναι η εξαγωγή σηµαντικών χαρακτηριστικών από τις εικόνες εισόδου.
΄Οπως αναλύσαµε και στο κεφάλαιο 2, η εξαγωγή χαρακτηριστικών είναι µία διαδικασία
που υλοποιείται µε transfer learning. Για την υλοποίηση της, κατά τη διάρκεια του trans-
fer learning αφαιρούµε τα fully-connected layers στο τέλος του µοντέλου και εξάγουµε τα
χαρακτηριστικά στο προηγούµενο επίπεδο. Αυτή είναι µία συνήθης µέθοδος για την εξαγω-
γή χαρακτηριστικών, αφού ϑέλουµε να αποφύγουµε την κατηγοριοποίηση των εικόνων στο
τέλος του µοντέλου. Η διαδικασία αυτή γίνεται ιδιαίτερα εύκολη ϑέτοντας το include top =
False κατά τη µεταφορά του εκάστοτε µοντέλου. Τα convolutional layers στην υπόλοιπη αρ-
χιτεκτονική, χρησιµοποιούνται ως εξαγωγείς χαρακτηριστικών. Στην αρχή ανιχνεύουν ακµές
και σχήµατα και όσο προχωράει η εκπαίδευση αναγνωρίζουν αντικείµενα και πιο περίπλο-
κες µορφές. Στο τέλος, έχουµε ένα πολύ µεγάλο αριθµό από ϐασικά χαρακτηριστικά, που
περιλαµβάνει κάθε εικόνα εισόδου, σε αριθµητική µορφή.

Στο συγκεκριµένο σηµείο, επιλέξαµε να υλοποιήσουµε το σύστηµα µας µε διαφορετικά
µοντέλα ϑέλοντας να µελετήσουµε τον τρόπο που κάθε µοντέλο εξάγει χαρακτηριστικά και
σε ποια σηµεία εστιάζει. Τα µοντέλα αυτά είναι το VGG16, VGG19, Xception, Inception-
Resnet και το EfficientNetb7. Για κάθε ένα από τα µοντέλα, εφαρµόσαµε predict(Χ), όπου
Χ η εικόνα εισόδου, για ολόκληρο το σύνολο των δεδοµένων µας.

3.2.3 Global Average Pooling

Τα συνήθη συνελικτικά νευρωνικά δίκτυα πραγµατοποιούν τις συνελίξεις στα χαµηλότε-
ϱα επίπεδα του δικτύου. Για να γίνει η κατηγοριοποίηση, τα feature maps από το τελευταίο
συνελικτικό δίκτυο µετατρέπονται σε διανύσµατα και εισάγονται σε fully connected layers α-
κολουθούµενα από ένα softmax logistic regression layer. Με αυτό τον τρόπο τα συνελικτικά
επίπεδα λειτουργούν ως feature extractors και τα τελικά χαρακτηριστικά κατηγοριοποιο-
ύνται κατά τις συνήθεις µεθόδους.

Παρόλα αυτά, τα fully connected layers τείνουν να ενισχύουν την πιθανότητα για overfit-
ting και να παρεµποδίζουν την ικανότητα του δικτύου για γενίκευση. Σε αυτή την περίπτωση
προτείνεται συνήθως η χρήση του Dropout out layer το οποίο ϑέτει τυχαία ορισµένες συναρ-
τήσεις ενεργοποίησης των fully connected layers ίσες µε το 0.

Για την αποφυγή χρήσης των fully connected layers µετά την εξαγωγή χαρακτηριστικών,
αποφασίσαµε να χρησιµοποιήσουµε το global average pooling. ΄Εστω πως έχουµε feature
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maps διαστάσεων HxWxD. Εφαρµόζοντας το Global Average Pooling παίρνουµε για κάθε
feature map το µέσο όρων των τιµών του. Με αυτόν τον τρόπο οι τελικές διαστάσεις µειώνονται
σε 1x1xD. Συνεπώς, το τελικό µέγεθος των χαρακτηριστικών που εξάγονται και αποτελούν
την είσοδο του PCA είναι σαφώς µικρότερο.

Το πλεονέκτηµα του average global pooling έναντι των fully connected layers είναι πως
τα χαρακτηριστικά είναι πιο πιστά ως προς τα αποτελέσµατα που έχουν εξάγει τα προηγο-
ύµενα συνελικτικά επίπεδα και δεν απαιτείται η συσχέτιση τους µε τις τελικές κατηγορίες
του δικτύου. ΄Ενα ακόµη πλεονέκτηµα, είναι πως δεν υπάρχει κάποια παράµετρος για ϐελτι-
στοποίηση στο επίπεδο αυτό και συνεπώς αποφεύγεται το ενδεχόµενο του overfitting. Τέλος,
το global average pooling αθροίζει τις χωρικές πληροφορίες, µε αποτέλεσµα τα εξαγόµε-
να χαρακτηριστικά να µένουν πιο πιστά στις αρχικές χωρικές πληροφορίες των δεδοµένων
εισόδου.

3.2.4 Ανάλυση Κύριων Συνιστωσών (Principal Component Analysis)

Στο σηµείο αυτό, προχωρήσαµε στην περαιτέρω µείωση των διαστάσεων των feature maps
χρησιµοποιήσαµε µία πολύ σηµαντική µέθοδο µείωσης διαστάσεων το PCA (Principal Com-
ponent Analysis) ή αλλιώς ανάλυση κύριων συνιστωσών.

Φυσικά, δε γίνεται να µειώσουµε τις διαστάσεις των διανυσµάτων ελαττώνοντας απλά το
µέγεθος τους καθώς είναι πολύ πιθανόν να χαθούν σηµαντικές πληροφορίες. Το PCA επι-
τρέπει να µειώσουµε τον αριθµό των παραµέτρων διατηρώντας όσες περισσότερες σηµαντικές
πληροφορίες είναι δυνατό. Για να µην έχουµε πολύ µεγάλες και περίπλοκες υπολογιστικές
απαιτήσεις καθώς και µεγάλο χρόνο εκτέλεσης του προγράµµατος, κληθήκαµε να επιλέξου-
µε έναν αριθµό χαρακτηριστικών (principal components) που να είναι αντιπροσωπευτικός
και να µη χάνει σηµαντικά δεδοµένα.

Στη µέθοδο αυτή, αναπαριστούµε ένα σύνολο αρχικών µεταβλητών ως ένα νέο σύνολο
που προκύπτει από το γραµµικό συνδυασµό τους. Κάθε συνιστώσα που προκύπτει δεν έχει
την ίδια ϐαρύτητα. Η πρώτη περιέχει τη µεγαλύτερη διακύµανση, δηλαδή αντιπροσωπεύει
τη µεγαλύτερη δυνατή µεταβλητότητα των δεδοµένων. ΄Οσο µεγαλύτερη είναι η διακύµαν-
ση, τόσο περισσότερη πληροφορία είναι καταχωρηµένη από την πρώτη συνιστώσα. Με την
ίδια λογική, ακολουθούν και οι υπόλοιπες συνιστώσες που προκύπτουν ύστερα από την
εφαρµογή του.

Στην πράξη, αφού είχαµε όλα τα χαρακτηριστικά από τους πίνακες Ϲωγραφικής καθώς
και από τις ϕωτογραφίες που λειτουργούν ως queries, υλοποιήσαµε το PCA µέσω του sklearn.
Ο αριθµός των συνιστωσών (components) σε κάθε περίπτωση ήταν διαφορετικός, καθώς τα
µοντέλα εξήγαγαν διαφορετικό αριθµό χαρακτηριστικών. ΄Ετσι, µοντέλα µε µεγαλύτερους
εξαγόµενους πίνακες χρειάζονταν και µεγαλύτερο αριθµό συνιστωσών.

3.2.5 Κοντινότεροι Γείτονες (Nearest Neighbor)

Στη συνέχεια, µε ϐάση τα χαρακτηριστικά που είχαµε πλέον στις κατάλληλες διαστάσεις,
προχωρήσαµε στην αναζήτηση των πλησιέστερων έργων τέχνης ως προς τις ϕωτογραφίες ει-
σόδου. Για την πραγµατοποίηση του, χρησιµοποιήσαµε το µέθοδο του Nearest Neighbor. Η
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µη επιβλεπόµενη υλοποίηση του Nearest Neighbor αποτελεί ϐάση για πολλές άλλες σηµα-
ντικές µεθόδους που αφορούν κυρίως τη µείωση διαστάσεων και την οµαδοποίηση.

Στη µέθοδο αυτή, για κάθε query που δίνουµε στο σύστηµα µας επιστρέφονται τα k
¨κοντινότερα¨ σε αυτό δεδοµένα. Η τιµή του k καθορίζεται από εµάς, και στην περίπτωση
µας είναι ίσο µε 10. Η απόσταση µεταξύ των σηµείων µπορεί να υπολογιστεί µε πολλούς
τρόπους, παρόλα αυτά η πιο ευρέως διαδεδοµένη, και αυτή που χρησιµοποιήσαµε, είναι η
Ευκλείδεια απόσταση, που υπολογίζεται ως : l(p,q) =

√
(pi − qi)2

Ο χρόνος και η µνήµη που απαιτείται για την υλοποίηση του Nearest Neighbor εξαρ-
τάται από τον τρόπο υλοποίησης του. Ο πιο απλός τρόπος είναι µε brute force, δηλαδή
ο υπολογισµός της απόστασης για κάθε Ϲευγάρι δεδοµένων. ΄Ετσι, έχοντας Ν εισόδους και
D διαστάσεις, η χρονική πολυπλοκότητα ορίζεται ως Ο(DN). Με την αύξηση, συνεπώς, των
δεδοµένων ο αλγόριθµος αρχίζει να µην είναι χρονικά αποδοτικός. Για τον λόγο αυτό δη-
µιουργήθηκαν δύο νέοι τρόποι υλοποίησης, το K-D Tree και το Ball Tree.

Το K-D Tree στηρίζεται στη δηµιουργία δοµών µε ϐάση τα δέντρα στοχεύοντας στη µείωση
των απαιτούµενων υπολογισµών για την εύρεση αποστάσεων.Η ϐασική ιδέα είναι πως αν ένα
σηµείο Α είναι πολύ µακριά από ένα σηµείο Β, τότε το Β ϑα είναι πολύ κοντα στο σηµείο
C, για το οποίο γνωρίζουµε πως είναι πολύ µακριά από το Α, χωρίς να απαιτείται ο ακριβής
υπολογισµός της απόστασής τους. Σε αυτή την περίπτωση το υπολογιστικό κόστος µπορεί να
µειωθεί σε Ο[Dlog(N)] για κάθε query. ΄Οπως ϐλέπουµε, το K-D Tree µπορεί να είναι πολύ
αποτελεσµατικό κάτι που όµως απαιτεί µικρό αριθµό διαστάσεων (D < 20).

Για την επίλυση των προβληµάτων που προκύπτουν από το K-D Tree για πολύ µεγάλα
D, υλοποιήθηκε η µέθοδος του Ball Tree. Σε αυτή την περίπτωση το κόστος υλοποίησης
του δέντρου αυξάνεται, παρόλα αυτά ο αλγόριθµος µπορεί να είναι αποδοτικός ακόµη και
σε πολύ µεγάλες διαστάσεις. Στη µέθοδο αυτή, τα δεδοµένα χωρίζονται επαναληπτικά σε
κόµβους που εκπροσωπούνται από ένα κέντρο C και µία ακτίνα r, ώστε κάθε στοιχείο του
κόµβου να καθορίζεται από αυτά. Ο αριθµός, συνεπώς, των δεδοµένων που ερευνώνται ως
πιθανοί κοντινότεροι γείτονες µειώνεται, χρησιµοποιώντας τη τριγωνική ανισότητα επιτυγ-
χάνοντας χρόνο Ο(Dlog(N)). Με ϐάση αυτή τη λογική, το Ball tree µπορεί να ξεπεράσει σε
απόδοση το K-D tree για πολύ µεγάλες διαστάσεις, αν και ο ϐαθµός απόδοσής του εξαρτάται
σηµαντικά από τη δοµή των δεδοµένων.

Η ϐέλτιστη επιλογή της µεθόδου υλοποίησης για το Nearest Neighbor εξαρτάται όπους
ϐλέπουµε από διάφορους παράγοντες,όπως το µέγεθος του dataset,τη δοµή των δεδοµένων,
τον αριθµό k των κοντινότερων γειτόνων καθώς και τον αριθµό των queries. Στην υλοπο-
ίηση µας επιτρέψαµε στον αλγόριθµο να επιλέξει µόνος του την καταλληλότερη µέθοδο,
ϐασιζόµενος στους παραπάνω παράγοντες.

3.3 Υπολογιστικά Συστήµατα

Αρχικά, η υλοποίηση του κώδικα και η διεξαγωγή πειραµάτων πραγµατοποιήθηκαν στο
Google Colaboratory. Το υπολογιστικό αυτό περιβάλλον χρησιµοποιείται ευρέως καθώς
διατίθεται δωρεάν στους χρήστες και τους δίνει τη δυνατότητα να τρέξουν προγράµµατα σε
γλώσσα Python παρέχοντας πρόσβαση σε GPUs. Για τους λόγους αυτούς επιλέχθηκε και
από εµάς για το αρχικό στάδιο. Το µειονέκτηµα του συγκεκριµένου περιβάλλοντος είναι η
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περιορισµένη µνήµη που µπορούµε να χρησιµοποιήσουµε (15GB) καθώς και η µη επαρκής
παροχή GPUs. Με τους παραπάνω περιορισµούς, τα αρχικά πειράµατα πραγµατοποιήθηκαν
σε ένα µικρό αριθµό δεδοµένων, χρησιµοποιώντας τµήµα του Toy Artwork Dataset που
παρέχεται από το ART500K.

Στη συνέχεια τα πειράµατα πραγµατοποιήθηκαν στο Εθνικό Υπερυπολογιστικό Σύστηµα
ARIS (Advanced Research Information System) του Εθνικού ∆ικτύου Υποδοµών Τεχνολο-
γίας και ΄Ερευνας (Ε∆ΥΤΕ). Η σύνδεση στον υπερυπολογιστή γινόταν εξ αποστάσεως µέσω
του πρωτοκόλλου SSH. Στη διεξαγωγή των πειραµάτων µας χρησιµοποιήσαµε κόµβους GPU,
που ο καθένας διαθέτει 2 GPU Nvidia Tesla K40 και µνήµη 64GΒ. Η ϐοήθεια αυτή ήταν
πολύτιµη, αφού µπορούσαµε να επεξεργαστούµε ολόκληρο το σύνολο δεδοµένων παρά το
µεγάλο µέγεθος και να τρέξουµε τα προγράµµατα σε πολύ αποδοτικό χρόνο.
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Κεφάλαιο 4

Αξιολόγηση Αποτελεσµάτων

Στο κεφάλαιο αυτό παρουσιάζονται τα αποτελέσµατα των πειραµάτων και αναλύονται τα
συµπεράσµατα που εξαγάγαµε από αυτά.

4.1 Υλοποήσεις µε διαφορετικά CNN µοντέλα

Για τα πειράµατα µας, χρησιµοποιήσαµε 5 διαφορετικά προ-εκπαιδευµένα µοντέλα µε
διαφορετικό accuracy στο ImageNet. Στο τέλος κάθε µοντέλου, προσθέσαµε ένα global av-
erage pooling layer για τη µείωση των διαστάσεων του εξαγώµενου πίνακα χαρακτηριστικών.
Με αυτόν τον τρόπο, ϑελήσαµε να παρατηρήσουµε πού εστιάζει κάθε µοντέλο κατά την εξαγω-
γή χαρακτηριστικών, πόσο αποδοτικά είναι στη συσχέτιση έργων τέχνης µε µη επιβλεπόµενη
µάθηση και τελικά ποιο ϑα ήταν προτιµότερο για τη συγκεκριµένη διεργασία.

Για κάθε µοντέλο, µετά την εφαρµογή του prediction σε κάθε εικόνα, παράγεται ένας
πίνακας ίσος µε 471.820 επί τον αριθµό των χαρακτηριστικών που εξάγονται κάθε ϕορά. Ο
πίνακας αυτός αποτελεί την είσοδο του PCA, το οποίο µειώνει τις διαστάσεις του σε 471.820
επί τον αριθµό των components.

Στη συνέχεια, παρουσιάζουµε τα τελικά επίπεδα για κάθε αρχιτεκτονική µαζί µε τον
αριθµό των εξαγόµενων χαρακτηριστικών. Επίσης περιλαµβάνονται τα διαγράµµατα του
cumulative explained variance µετά την εφαρµογή του PCA, τα οποία δείχνουν ποιο ποσοστό
των αρχικών χαρακτηριστικών παραµένει µετά τη µείωση των διαστάσεων σε σχέση µε τον
αριθµό των components.

Model Top-1 Accuracy Top-5 Accuracy
VGG16 71.3% 90.1%
VGG19 71.3% 90.0%

Xception 79.0% 94.5%
InceptionResNetV2 80.3% 95.3%

EfficientNetB7 84.3% 97.0%
Πίνακας 4.1: Accuracy on ImageNet

4.1.1 VGG16

Ξεκινήσαµε τα πειράµατα µας µε ένα πολύ συνηθισµένο µοντέλο για εξαγωγή χαρακτη-
ϱιστικών, το VGG16. Αποτελεί ένα από τα πιο ϐασικά και αποτελεσµατικά µοντέλα, λόγω
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του µικρού αριθµού υπερπαραµέτρων και της µεγάλης του αποδοτικότητας. Συνοπτικά, δια-
ϑέτει 16 επίπεδα (13 convolutional layers, 3 fully connected, 3 max pooling και 1 softmax
layer). Στην υλοποίηση µας αφαιρέσαµε τα τελευταία 3 Dense layers και προσθέσαµε το
global average pooling layer όπως ϕαίνεται παρακάτω. Ενώ ο αρχικός αριθµός των εξαγώµε-
νων χαρακτηριστικών για κάθε εικόνα ϑα ήταν (8x8x512) = 32.768, µε τη πρόσθεση του
global average pooling µειώνονται στα 512.

Σχήµα 4.1: VGG16 Final Architecture (top layers)

Στη συνέχεια, ο πίνακας µε τα χαρακτηριστικά για κάθε εικόνα αποτέλεσε την είσοδο του
PCA. ∆οκιµάσαµε διαφορετικούς αριθµούς για το πλήθος των components, καταλήγοντας
στον αριθµό των 100 όπως ϐλέπουµε και στο παρακάτω διάγραµµα. Στόχος µας ήταν να
σταθεροποιηθεί το cumulative explained variance πλησιέστερα στο 1, µε το ελάχιστο αριθµό
components. Θέλουµε ο αριθµός αυτός να είναι όσο των δυνατών µικρότερος αρχικά για την
εξοικονόµηση µνήµης και έπειτα για τον ευκολότερο υπολογισµό των αποστάσεων µεταξύ
των εικόνων στο επόµενο ϐήµα, το Nearest Neighbors.

Σχήµα 4.2: cumulative explained variance VGG16

4.1.2 VGG19

Το VGG19 έχει παρόµοια υλοποίηση µε το προηγούµενο µοντέλο µας, µε τη διαφορά
πως διαθέτει 19 επίπεδα (16 convolution layers, 3 Fully connected layer, 5 MaxPool layers
και 1 SoftMax layer). Για την προσαρµογή του στην υλοποίηση µας ακολουθήσαµε τις ίδιες
µεθόδους µε παραπάνω, αφού ο αριθµός των εξαγώµενων χαρακτηριστικών ήταν κοινός.

54 ∆ιπλωµατική Εργασία



4.1.3 Xception

Σχήµα 4.3: VGG19 Final Architecture (top layers)

Σχήµα 4.4: cumulative explained variance VGG19

4.1.3 Xception

Το Xception ϐασίζεται αποκλειστικά στα ϐαθιά διαχωρίσιµα συνελικτικά επίπεδα. Η
ϐαθιά διαχωριστική συνέλιξη προσφέρει τη δυνατότητα να διαµοιραστεί µία συνέλιξη σε δύο
ή περισσότερες συνελίξεις παράγοντας το ίδιο αποτέλεσµα, κρατώντας το ϐάθος της εικόνας
σταθερό. Για παράδειγµα, ϑεωρώντας µία εικόνα εισόδου µε µέγεθος 7x7x3, µπορούµε να
εφαρµόσουµε συνέλιξη µε τρεις πυρήνες διαστάσεων 3x3x1. Κάθε πυρήνας εφαρµόζεται σε
ένα κανάλι µόνο της εικόνας εξάγοντας ένα ενδιάµεσο αποτέλεσµα ίσο µε 5x5x1, τα οποία
στο τέλος συνθέτουν το τελικό αποτέλεσµα ίσο µε 5x5x3. Η µέθοδος αυτή είναι ιδιαίτερα
χρήσιµη, αφού ιδανικά µειώνει τον χρόνο υπολογισµών. Η αρχιτεκτονική του Xception
περιλαµβάνει 36 συνελικτικά επίπεδα σχηµατίζοντας τη ϐάση εξαγωγής χαρακτηριστικών
του δικτύου ενώ χρησιµοποιεί γραµµικές υπολειπόµενες συνδέσεις (Residual Connections),
όπως είδαµε και στο κεφάλαιο 2.

Τα αρχικά εξαγόµενα χαρακτηριστικά είχαν µέγεθος (8x8x2048) = 131.072 τα οποία
µειώθηκαν σε 2048.
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Σχήµα 4.5: Xception Final Architecture

Λόγο του σχετικά µεγάλου αριθµού χαρακτηριστικών, ο αριθµός των components για το
PCA ήταν µεγαλύτερος από ότι στα προηγούµενα και ίσος µε 300.

Σχήµα 4.6: cumulative explained variance Xception

4.1.4 Inception-ResNet-v2

Το Inception-ResNet-v2 είναι µία αρχιτεκτονική συνελικτικών νευρωνικών δικτύων που
ϐασίζεται σε αυτή του Inception περιλαµβάνοντας, επίσης, υπολειπόµενες συνδέσεις. ∆ια-
ϑέτει 164 επίπεδα και έχει εκπαιδευτεί σε πάνω από 1 εκατοµµύριο εικόνες του Imagenet,
µε αποτέλεσµα να εξάγει χαρακτηριστικά για ένα ευρύ ϕάσµα διαφορετικών εικόνων.

΄Οπως ϐλέπουµε στο σχήµα παρακάτω, ο αριθµός των χαρακτηριστικών που εξάγονται
τελικά µειώνεται από 55.296 σε 1.536.
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4.1.5 EfficientNet B7

Σχήµα 4.7: InceptionResNetV2 Final Architecture

Για το PCA χρειάστηκε αντίστοιχα ένας µεγάλος αριθµός components ίσος µε 300.

Σχήµα 4.8: cumulative explained variance InceptionResNetV2

4.1.5 EfficientNet B7

Τα EfficientNets είναι µία οικογένεια µοντέλων που πετυχαίνει καλύτερα αποτελέσµατα
σε accuracy και efficiency από ότι οποιοδήποτε άλλο προηγούµε συνελικτικό δίκτυο. Συγκε-
κριµένα, το EfficientNet B7 πετυχαίνει τα υψηλότερα ποσοστά ενώ είναι 8.2 ϕορές µικρότερο
και 6.1 ϕορές ταχύτερο σε σχέση µε το προηγούµενο σε αποτελεσµατικότητα συνελικτικό
δίκτυο [48]. Η υλοποίηση του ϐασίζεται στην αλλαγή των διαστάσεων του ϐάθους/πλάτου-
ς/ανάλυσης των δικτύων. Το EfficientNet B7 δέχεται ιδανικά σαν µέγεθος εικόνας 600x600,
νούµερο αρκετά µεγαλύτερο από ότι απαιτούν όλα τα προηγούµενα. Ακόµη, πρέπει να
σηµειώσουµε πως για το συγκεκριµένο µοντέλο δεν έχει προηγηθεί κανονικοποίηση των τι-
µών (διαιρώντας τις τιµές των pixels µε το 255) των εισαγόµενων εικόνων αφού είναι µία
διαδικασία που πραγµατοποιεί το ίδιο.

Βλέπουµε πως ο αριθµός των χαρακτηριστικών κάθε εικόνας χωρίς την εφαρµογή του
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global average pooling ϑα ήταν ίσος µε 163.840, νούµερο ιδιαίτερα µεγάλο. Με την εφαρ-
µογή του επιπρόθετου επιπέδου, ο αριθµός µειώνεται σε 2.560.

Σχήµα 4.9: EfficientNetB7 Final Architecture

Για την εφαρµογή του PCA, παρόµοια µε τα προηγούµενα ο αριθµός των components
είναι ίσος µε 300 ϕτάνοντας το cumulative explained variance ίσο µε 0.8.

Σχήµα 4.10: cumulative explained variance EfficientNetB7
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4.2 Σύκριση Αποτελεσµάτων

Μία δυσκολία που αντιµετωπίζει η µέθοδος µας είναι πως δεν υπάρχει κάποιο αντικει-
µενικό κριτήριο για τη σύγκριση των αποτελεσµάτων που δίνουν τα διαφορετικά µοντέλα
λόγω της απουσίας ετικετών. Στο σηµείο αυτό, προηγούµενες µελέτες που ακολουθούν την
ίδια µέθοδο [15], Ϲήτησαν τη γνώµη των ειδικών για την απόδοση της αποτελεσµατικότητας
του συστήµατος. Στην εργασία µας, παρουσιάζουµε για διαφορετικές εικόνες τα 5 πρώτα
αποτελέσµατα που έδωσε κάθε µοντέλο. Οι εικόνες αυτές ανήκουν σε διαφορετικές ϑεµατο-
λογίες(πορταίτα, ϕύση, γεγονότα, γεωµετρικά σχέδια). Με αυτόν τον τρόπο, ο αναγνώστης
µπορεί να παρατηρήσει ποιό µοντέλο δίνει καλύτερα αποτελέσµατα στις διαφορετικές ενότη-
τες.

Query Results

Σχήµα 4.11: VGG16

Σχήµα 4.12: VGG19

Σχήµα 4.13: Xception

Σχήµα 4.14: InceptionResNetV2

Σχήµα 4.15: EfficientNetB7
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Query Results

Σχήµα 4.16: VGG16

Σχήµα 4.17: VGG19

Σχήµα 4.18: Xception

Σχήµα 4.19: InceptionResNetV2

Σχήµα 4.20: EfficientNetB7

Query Results

Σχήµα 4.21: VGG16

Σχήµα 4.22: VGG19

Σχήµα 4.23: Xception

Σχήµα 4.24: InceptionResNetV2
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Σχήµα 4.25: EfficientNetB7

Query Results

Σχήµα 4.26: VGG16

Σχήµα 4.27: VGG19

Σχήµα 4.28: Xception

Σχήµα 4.29: InceptionResNetV2

Σχήµα 4.30: EfficientNetB7

Query Results

Σχήµα 4.31: VGG16

Σχήµα 4.32: VGG19

Σχήµα 4.33: Xception
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Σχήµα 4.34: InceptionResNetV2

Σχήµα 4.35: EfficientNetB7

Query Results

Σχήµα 4.36: VGG16

Σχήµα 4.37: VGG19

Σχήµα 4.38: Xception

Σχήµα 4.39: InceptionResNetV2

Σχήµα 4.40: EfficientNetb07
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Query Results

Σχήµα 4.41: VGG16

Σχήµα 4.42: VGG19

Σχήµα 4.43: Xception

Σχήµα 4.44: Resnet-Inception

Σχήµα 4.45: EfficientNetb07

4.3 Σχολιασµός Αποτελεσµάτων

Σύµφωνα µε τα παραπάνω αποτελέσµατα, είµαστε σε ϑέση να εξάγουµε κάποια ϐασικά
συµπεράσµατα για την απόδοση των µοντέλων. Αρχικά, όλα τα µοντέλα δώσανε πολύ καλά
αποτελέσµατα και κάθε ένα από αυτά ϑα µπορούσε να χρησιµοποιηθεί για τη συγκεκριµένη
διαδικασία. Αν µας ενδιέφερε κυρίως η ταχύτητα του προγράµµατος ϑα επιλέγαµε κάποιο
ανάµεσα στα VGG16 και VGG19 αφού ήταν περίπου 6 ϕορές ταχύτερα από τα υπόλοιπα.
Παρόλα αυτά, η απόδοση τους δεν ήταν αντίστοιχη των υπολοίπων. Παρατηρούµε πως στον
εντοπισµό προσώπων και την αντιστοίχιση τους µε πορτραίτα, τα Xception, InceptionRes-
Netv2 και EfficientNetB7 δίνουν σαφώς καλύτερα αποτελέσµατα, αφού είναι σε ϑέση να
αναγνωρίσουν ακόµη και λεπτοµέρειες που απαρτίζουν τις εικόνες. Ακόµη, ϐλέπουµε πως
τα συγκεκριµένα µοντέλα είναι σε ϑέση να εντοπίσουν πιο δύσκολα στοιχεία όπως Ϲώα και να
κατανοήσουν καλύτερα το περιεχόµενο των εικόνων όταν αφορά γεγονότα. Στον εντοπισµό
σχηµάτων και χρωµατικών αποχρώσεων όλα τα µοντέλα ανταποκρίνονται εξίσου ικανοποι-
ητικά. Το EfficientNetB7 ϕαίνεται να είναι εκείνο που µπορεί να αντιστοιχίσει καλύτερα το
περιεχόµενο της εικόνας, γεγονός αναµενόµενο λόγω της υψηλής απόδοσης του. Εν κατα-
κλείδι, η επιλογή του µοντέλου για την υλοποίηση της συγκεκριµένης µεθόδου έγκειται στα
δεδοµένα που περιλαµβάνει κάθε σύνολο δεδοµένων και στις ανάγκες που παρουσιάζει κάθε
υλοποίηση.
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4.4 Μεµονοµένες Περιπτώσεις

Στο τελευταίο κοµµάτι της εργασίας, παραθέτουµε κάποια από τα αποτελέσµατα που
ϑεωρούµε άξια αναφοράς λόγω της οµοιότητας τους. Για κάθε εικόνα υπάρχει δίπλα ένας
πίνακας από τους 10 που επιστρέφει το πρόγραµµα µας για κάθε query (όχι αναγκαστικά
το 1ο αποτέλεσµα).

4.4.1 VGG16

Σχήµα 4.46: Αριστερά: Nick Paleologos/SOOC, ∆εξιά : Jackson Pollock/Mural On Indian
Red Ground 1950

Σχήµα 4.47: Αριστερά: Odysseas Chloridis/SOOC, ∆εξιά : Edvard Munch/Friedrich Niet-
zsche 1906

4.4.2 VGG19

Σχήµα 4.48: Αριστερά: Alexandros Michailidis/SOOC, ∆εξιά : David Wilkie/The First Coun-
cil Of Queen Victoria 1838
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4.4.3 Xception

Σχήµα 4.49: Αριστερά: Alexandros Michailidis/SOOC, ∆εξιά : Claude Monet/Water Lilies
1899 2

Σχήµα 4.50: Αριστερά: Nick Paleologos/SOOC, ∆εξιά : Jacoba van Heemskerck/Composi-
tion No 23

Σχήµα 4.51: Αριστερά: Nick Paleologos/SOOC, ∆εξιά : William Turner/Stonehenge Twiligh

4.4.3 Xception

Σχήµα 4.52: Αριστερά: George Vitsaras/SOOC, ∆εξιά : Chang Hong Ahn/Guy Biting The
Flower
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Σχήµα 4.53: Αριστερά: George Vitsaras/SOOC, ∆εξιά : Joaquin Sorolla/On The Sand Va-
lencia Beach 1908

Σχήµα 4.54: Αριστερά: Nikos Libertas/SOOC, ∆εξιά : Clyfford Still/Ph 118

Σχήµα 4.55: Αριστερά: Nick Paleologos/SOOC, ∆εξιά : Henry William Banks Davis/A
Gleamy Day In Picardy 1900

4.4.4 InceptionResnetV2

Σχήµα 4.56: Αριστερά: Konstantinos Tsakalidis/SOOC, ∆εξιά : Thomas Gainsborough/Ed-
ward 2Nd Viscount Ligonier 1770
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4.4.5 EfficientNetB7

Σχήµα 4.57: Αριστερά: Alexandros Michailidis/SOOC, ∆εξιά : Felice Giani/Triumphal Arch
In Ponte Sant Angelo Built For The Liberation Celebration

Σχήµα 4.58: Αριστερά: Konstantinos Tsakalidis/SOOC, ∆εξιά : Georges De La Tour/The
Newborn

4.4.5 EfficientNetB7

Σχήµα 4.59: Αριστερά: George Vitsaras/SOOC, ∆εξιά : Mykola Pymonenko/A Girl

Σχήµα 4.60: Αριστερά: Konstantinos Tsakalidis/SOOC, ∆εξιά : Orazio Gentileschi/Rest On
The Flight To Egypt 1628
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Κεφάλαιο 5

Επίλογος

5.1 Σύνοψη Εργασίας

Στην παρούσα διπλωµατική εργασία παρουσιάσαµε τη µέθοδο που ακολουθήσαµε για
την αναζήτηση συσχετίσεων ανάµεσα σε ϕωτογραφίες και πίνακες Ϲωγραφικής. Για την υ-
λοποίηση της συγκεκριµένης µεθόδου, αρχικά πραγµατοποιήσαµε µία εκτενή µελέτη πάνω
στα συνελικτικά νευρωνικά δίκτυα και τον τρόπο εξαγωγής χαρακτηριστικών από εικόνες.
Πιο συγκεκριµένα, χρησιµοποιήσαµε, µέσω µεταφορά γνώσης, πέντε διαφορετικά προ-
εκπαιδευµένα µοντέλα συνελικτικών νευρωνικών δικτύων : τα VGG16, VGG19, Xception,
Inception-ResNet v2 και το EfficientNet B7. Στα µοντέλα, εισάγαµε σαν είσοδο τις εικόνες
από τα δύο σύνολα δεδοµένων που χρησιµοποιήσαµε, το ART500k για έργα τέχνης και τις
ϕωτογραφίες από το πρακτορείο SOOC, ύστερα από την κατάλληλη προ-επεξεργασία. Σε
κάθε µοντέλο, αφαιρέσαµε τα τελικά πλήρως συνδεδεµένα επίπεδα και προσθέσαµε ένα ε-
πίπεδο Global Average Pooling Layer για τη µείωση των διαστάσεων των τελικών εξαγόµενων
χαρακτηριστικών για κάθε εικόνα. Στη συνέχεια, χρησιµοποιήσαµε τη µέθοδο PCA για την
περαιτέρω µείωση των διαστάσεων και την επιτάχυνση του τελικού προγράµµατος. Οι τελι-
κοί πίνακες χαρακτηριστικών (feature maps) αποτέλεσαν την είσοδο της µη επιβλεπόµενης
αναζήτησης κοντινότερων γειτόνων (Nearest Neighbor). Με αυτόν τον τρόπο, για κάθε ϕω-
τογραφία που ϑέσαµε σαν είσοδο, λάβαµε τους πέντε πλησιέστερους πίνακες µέσα από ένα
σύνολο δεδοµένων µε πάνω από 471.000 έργα τέχνης. Στη συνέχεια παρουσιάσαµε τα απο-
τελέσµατα που πήραµε από κάθε µοντέλο, συγκρίνοντας την απόδοση τους για εικόνες µε
διαφορετικές ϑεµατολογίες. Με αυτόν τον τρόπο, µπορέσαµε να αξιολογήσουµε ποιό µοντέλο
είναι πιο αποδοτικό σε κάθε περίπτωση µελετώντας τόσο την ακρίβεια των αποτελεσµάτων όσο
και τον χρόνο που απαιτούσε κάθε περίπτωση.

5.2 Τελικά Συµπεράσµατα και Μελλοντικές Επεκτάσεις

Μέχρι πρότινος, η διαδικασία σύγκρισης και εύρεσης συσχετίσεων σε έργα τέχνης ήταν
έργο ειδικά καταρτισµένων ειδικών που απαιτούσε πολύωρες µελέτες και χρονοβόρες προ-
σπάθειες για τη συλλογή δεδοµένων. Στη µέθοδο που προτείνουµε, η διαδικασία αυτή
µπορεί να γίνει γρήγορα και χωρίς την παρέµβαση του ανθρώπινου παράγοντα χρησιµοποι-
ώντας σύνολα δεδοµένων από ψηφιοποιηµένα έργα τέχνης και εφαρµόζοντας µεθόδους από
τον χώρο της µηχανικής µάθησης. Φυσικά, τα αποτελέσµατα που εξάγει η τεχνητή νοηµο-
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σύνη δεν είναι πάντα ακριβή, ειδικά σε περιπτώσεις όπως η τέχνη που το περιεχόµενο των
δεδοµένων είναι δύσκολο να γίνει κατανοητό ακόµα και από τους ανθρώπους. Παρόλα αυτά,
η προτεινόµενη υλοποίηση µπορεί να σταθεί αρωγός στη µελέτη των ειδικών και να ϕέρει
την τέχνη ακόµη πιο κοντά κοντά στο ευρύ κοινό.

Πιο συγκεκριµένα, η µέθοδος που ακολουθήσαµε µπορεί να εφαρµοστεί αρχικά σε ι-
στοσελίδες µουσείων ή ακόµα και στους ϕυσικούς χώρους, καλώντας τους επισκέπτες να
εισάγουν δικές τους ϕωτογραφίες. Ακόµα, µπορεί να παροτρύνει νέους ϕοιτητές να ασχολη-
ϑούν µε την εφαρµογή της τεχνητής νοηµοσύνης στην τέχνη, ϐρίσκοντας νέες µεθόδους και
εξελίσσοντας τις ήδη υπάρχουσες.

Επιπλέον, µπορεί να ϐοηθήσει στη µελέτη και κατανόηση των συνδέσεων που υπάρχουν
ανάµεσα στην τέχνη της ϕωτογραφίας και της Ϲωγραφικής από κριτικούς τέχνης. Αν και
το σύνολο ϕωτογραφιών που ϑέσαµε σαν είσοδο είναι σχετικά µικρό, για τις περισσότερες
ϕωτογραφίες τα µοντέλα παρουσίασαν πίνακες µε ϕανερές οµοιότητες. Αυτό µας δείχνει,
πως παρά το πέρασµα των αιώνων, κάποια στοιχεία στις εικαστικές τέχνες παραµένουν αναλ-
λοίωτα. Είναι άξιο παρατήρησης ο τρόπος µε τον οποίο ο άνθρωπος αποτυπώνει τον πόνο, τη
χαρά, τον πόλεµο, τη µητρότητα, τη ϕύση και πολλά ακόµη ϑέµατα, διαχρονικά, ανεξάρτητα
του µέσου που επιλέγει.

Πέρα από τη σύνδεση ϕωτογραφιών µε πίνακες, η µέθοδος που προτείνεται µπορεί να
χρησιµοποιηθεί ακόµα και σε περιπτώσεις εύρεσης αντιγραφής ενός έργου. Θέτοντας έναν
πίνακα ή µία ϕωτογραφία ως query, µε τα κατάλληλα σύνολα δεδοµένων, το πρόγραµµα
µπορεί να εµφανίσει προγενέστερα έργα από τον ίδιο χώρο, µε έντονες οµοιότητες, οι οποίες
να αποτελούν ένδειξη αντιγραφής.

Κάποιες ϐελτιώσεις που ϑα µπορούσαν να γίνουν σε µετέπειτα µελέτες, ϑα ήταν αρχικά
η χρήση ενός µεγαλύτερου συνόλου ϕωτογραφιών για τη την εξαγωγή περισσότερων αποτε-
λεσµάτων. Επιπλέον, ϑα µπορούσαν να αφαιρεθούν οι εικόνες που δεν αφορούν πίνακες
Ϲωγραφικής από το σύνολο δεδοµένων ART500k ώστε τα αποτελέσµατα να περιορίζονται
µόνο σε αυτόν τον τοµέα. Τέλος, η σηµαντικότερη κατά τη γνώµη µας ϐελτίωση, ϑα ήταν να
ϐρεθεί ένας τρόπος για την αντικειµενική αξιολόγηση της απόδοσης των πειραµάτων.
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