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Περίληψη

Με το πέρασμα των χρόνων έχουν δημιουργηθεί διάφοροι αλγόριθμοι, οι οποίοι κάνουν χρήση

τυχαίων παρατηρήσεων, με σκοπό την επίλυση ζητημάτων όπως είναι η ολοκλήρωση και η βελτι-

στοποίηση μιας συνάρτησης. Τέτοιοι αλγόριθμοι ανήκουν στην κατηγορία των μεθόδων Monte
Carlo που θα μελετήσουμε στην παρούσα διπλωματική.
Πιο συγκεκριμένα, στο πρώτο κεφάλαιο θα κάνουμε μια σύντομη ιστορική αναδρομή για τις

μεθόδους προσομοίωσης Monte Carlo, όπου θα δούμε και ένα πρώιμο παράδειγμα τους, στο
πρόβλημα της βελόνας του Buffon. Στην συνέχεια, στο δεύτερο κεφάλαιο θα προχωρήσουμε με
κάποιες πολύ γνωστές τεχνικές που μας επιτρέπουν να πάρουμε στα χέρια μας ένα προσομοιωμένο

δείγμα από διακριτές και συνεχείς κατανομές. Πάνω σε αυτήν την προσπάθεια θα δούμε διάφορα

παραδείγματα πάνω σε γνωστές και μή γνωστές κατανομές.

Στο τρίτο κεφάλαιο θα ασχοληθούμε με ένα μεγάλο τομέα εφαρμογής της προσομοίωσηςMonte
Carlo, που ακούει στο όνομα της ολοκλήρωσης. Προς αυτήν την κατεύθυνση, θα ασχοληθούμε με
την βασική μέθοδο ολοκλήρωσης Monte Carlo, καθώς και διάφορες τεχνικές ώστε να μειώσουμε
το σφάλμα που μας δίνει για την εκτίμηση της ζητούμενης ποσότητας. Τέλος στο τέταρτο κεφάλαιο

θα μελετήσουμε διάφορες μεθόδους για την βελτιστοποίηση μιας συνάρτησης, όπου η λειτουργεία

τους είναι βασισμένη στην προσομοίωση τυχαίων παρατηρήσεων. Πέρα από κάποια παραδείγματα

σε συνεχή χώρο, θα δούμε και το πολύ γνωστό πρόβλημα του περιπλανώμενου πωλητή, όπου θα

το προσεγγίσουμε με δύο διαφορετικές μεθόδους.

Καθ΄ όλη τη διάρκεια της εργασίας υπάρχουν παραδείγματα για την καλύτερη εμπέδωση των

μεθόδων που παρουσιάζουμε, όπου είναι υλοποιημένα μέσω του στατιστικού πακέτου R.





Abstract

Over the years, various algorithms have been developed, which use random observations, in
order to solve problems such as the integration and optimization of a function. Such algorithms
belong to the category of Monte Carlo methods that we will study in the present dissertation.

More specifically, in the first chapter we will make a brief historical review of the simulation
methods, where we will see an early example of them in the buffoon needle problem. Next, in
the second chapter we will proceed with some well-known techniques that allow us to get our
hands on a simulated sample of discrete and continuous distributions. On this endeavor we will
see various examples on known and unknown distributions.

In the third chapter we will deal with a large field of application of the Monte Carlo simu-
lation, which listens to the name of integration. In this direction, we will deal with the basic
method of integrating Monte Carlo, as well as various techniques to reduce the error it gives
us in estimating the quantity demanded. Finally in the fourth chapter we will study various
methods for optimizing a function, where their function is based on the simulation of ran-
dom observations. Apart from some examples in continuous space, we will see the well-known
problem of travelling salesman problem, where we will approach it with two different methods.

Throughout the work there are examples for the best consolidation of the methods we
present, where they are implemented through the statistical package R.
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1 ΕΙΣΑΓΩΓΗ

Σε πολλές περιπτώσεις οι επιστήμονες έρχονται αντιμέτωποι με εφαρμογές, όπου η αναλυτική τους

επίλυση είναι αξιοσημείωτα δύσκολη έως και ακατόρθωτη. Από την ραγδαία ανάπτυξη των ηλε-

κτρονικών υπολογιστών έχουν δημιουργηθεί διάφορες προσεγγιστικές μέθοδοι για την αποφυγή

του παραπάνω προβλήματος. Στην κατηγορία των προσεγγιστικών μεθόδων, πέρα από ντετερμι-

νιστικές μεθόδους που έχουμε ήδη δεί σε κλάδους των μαθηματικών, υπάρχουν και οι λεγόμενοι

μέθοδοι προσομοίωσης Monte Carlo που θα ασχοληθούμε κυρίως στην παρούσα διπλωματική. Οι
μέθοδοι Monte Carlo θα μπορούσαμε να πούμε γενικά ότι αποτελούν μια κλάση υπολογιστικών
αλγορίθμων που βασίζεται στην χρήση της τυχαίας δειγματοληψίας. Προφανώς το γεγονός αυ-

τό καθιστά τους αλγορίθμους αυτούς αρκετά μοντέρνους, μιάς και η πρόσβαση των επιστημόνων

στην κατοχή τεράστιων όγκων τυχαίων παρατηρήσεων έχει συμβεί παράλληλα με την ανάπτυξη

των υπολογιστών.

Στο σημείο αυτό θα μπορούσαμε να κάνουμε μια ιστορική αναδρομή για τις μεθόδους Monte
Carlo. Ξεκινώντας, η μέθοδος του Γάλλου επιστήμονα Georges Buffon (1777) για τον υπολογισμό
του αριθμού π μέσω της ρίψης βελόνων σε μια επιφάνεια με παράλληλες γραμμές, θεωρείται ως
ένα πρώιμο παράδειγμα της μεθόδου Monte Carlo. Πιο συγκεκριμένα, για το παράδειγμα αυτό,
διαθέτουμε μια βελόνα μήκους L και δύο παράλληλες ευθείες που απέχουν απόσταση D μεταξύ
τους, όπου ας υποθέσουμε ότι ισχύει L < D. Σκοπός μας είναι να υπολογίσουμε την πιθανότητα η
βελόνα να τέμνει μια από τις δύο παράλληλες ευθείες. Προς αυτήν την κατεύθυνση θα μπορούσαμε

Διάγραμμα 1.1: Στο παραπάνω σχήμα παρουσιάζουμε μια οπτικοποίηση του προβλήματος της

βελόνας του Buffon, όπου βλέπουμε τις δύο τυχαίες μεταβλητές X και Θ που ορίζουμε για την
εύρεση της ζητούμενης πιθανότητας.

αρχικά να ορίσουμε την τυχαία μεταβλητή X που θα μετράει την απόσταση της κάτω άκρης της
βελόνας από την πάνω ευθεία. Προφανώς αυτή η τυχαία μεταβλητή μπορεί να πάρει τιμές στο

διάστημα [0, D] και επειδή το πείραμα αυτό βασίζεται στην τυχαιότητα που ρίχνουμε την βελόνα,
θα μπορούσαμε να υποθέσουμε ότι η τυχαία μεταβλητή X μπορεί να πάρει με την ίδια πιθανότητα
οποιαδήποτε τιμή στο διάστημα [0, D]. Με άλλα λόγια η τυχαία μεταβλητή X είναι ομοιόμορφα
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κατανεμημένη, οπότε η συνάρτηση πυκνότητας πιθανότητας της, ορίζεται ως:

fx(x) =


1

D
, x ∈ [0, D]

0, x οπουδήποτε αλλού.

Επιπλέον θα μπορούσαμε να ορίσουμε και μια ακόμα τυχαία μεταβλητή, την Θ, όπου θα εκφράζει
την γωνία που σχηματίζεται μεταξύ της βελόνας και μιας από τις παράλληλες ευθείες. Προφανώς η

γωνία που μόλις ορίσαμε θα μπορεί να πάρει τιμές από το μηδέν, όπου η βελόνα θα είναι παράλληλα

τοποθετημένη σε σχέση με τις δύο παράλληλες ευθείες, έως και την τιμή π⧸2 όπου η βελόνα θα
είναι τοποθετημένη κάθετα στις δύο παράλληλες ευθείες. Ομοίως με πριν, η τυχαία μεταβλητή Θ
θα είναι ομοιόμορφα κατανεμημένη στο διάστημα [0, π⧸2], οπότε θα έχει συνάρτηση πυκνότητας
πιθανότητας:

fθ(θ) =


2

π
, θ ∈ [0, π⧸2]

0, θ οπουδήποτε αλλού.

Μέσω του Διαγράμματος 1.1, έχουμε δώσει μια οπτικοποίηση του προβλήματος, καθώς και των

τυχαίων μεταβλητών που ορίσαμε. Θεωρώντας ότι αυτές οι δύο τυχαίες μεταβλητές είναι ανεξάρ-

τητες, θα μπορούσαμε να εκμεταλλευτούμε ένα βασικό θεώρημα της στατιστικής, όπου μας λέει

ότι η από κοινού συνάρτηση πυκνότητας πιθανότητας δύο ανεξάρτητων τυχαίων μεταβλητών είναι

ίση με το γινόμενο των περιθωρίων συναρτήσεων πυκνότητας πιθανοτήτας των δύο μεταβλητών.

Επομένως για το παράδειγμα μας, έχουμε ότι η από κοινού συνάρτηση πυκνότητας πιθανότητας

των δύο μας μεταβλητών ορίζεται ως:

fx,θ(x, θ) = fx(x) · fθ(θ) =


2

πD
, x ∈ [0, D] και θ ∈ [0, π⧸2]

0, οπουδήποτε αλλού.

Μπορούμε να παρατηρήσουμε ότι η πιθανότητα που αναζητούμε, είναι ίση με την πιθανότητα να

πραγματοποιηθεί το ενδεχόμενο {X ⩽ L · sin(θ)}. Οπότε μας απομένει να υπολογίσουμε αυτήν
την πιθανότητα. ΄Εχουμε λοιπόν,

P (X ⩽ L · sin(θ)) =
π⧸2∫
0

L·sin(θ)∫
0

fx,θ(x, θ) dxdθ

=

π⧸2∫
0

L·sin(θ)∫
0

2

πD
dxdθ =

π⧸2∫
0

2L · sin(θ)
πD

dθ

=
2L

πD
.

Επομένως μόλις υπολογίσαμε την λύση για την ζητούμενη πιθανότητα του προβλήματος. Βλέπουμε

ότι αν λύσουμε την ισότητα ως προς τον αριθμο π και βρούμε μια προσέγγιση της παραπάνω

πιθανότητας P̂ , τότε μπορούμε να προσεγγίσουμε τον αριθμό π μέσω της σχέσης:

π ≃ 2L

P̂ ·D
.

Η ιδέα που προτάθηκε για την προσέγγιση αυτής της πιθανότητας είναι να επαναλάβουμε το πείραμα

n σε πλήθος φορές και να μετρήσουμε το πληθος k των επιτυχημένων πειραμάτων, δηλαδή αυτών

όπου η βελόνα τέμνει μια από τις παράλληλες ευθείες. Τότε θα έχουμε ότι P̂ ≃ k⧸n, όπου όσο
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μεγαλύτερες τιμές παίρνει το n τόσο πιο κοντά στην πραγματική τιμή P θα βρισκόμαστε. ΄Αρα
καταλήγουμε στην προσέγγιση για την τιμή του π:

π ≃ 2Ln

k ·D
.

Καθώς περνούσαν τα χρόνια, το 1946 ενώ ανάρρωνε από μια ασθένεια, ο Πολωνός επιστήμονας

Stanislaw Ulam αναρωτήθηκε ποιά ήταν η πιθανότητα να κερδίσει ένα παιχνίδι πασιέντζας και συ-
νειδητοποίησε ότι απλά παίζοντας πολλά παιχνίδια και σημειώνοντας το ποσοστό των κερδισμένων

παιχνιδιών θα ήταν πολύ πιο απλό από το να προσπαθήσουμε να υπολογίσουμε όλους τους πιθα-

νούς συνδυασμούς καρτών. Στη συνέχεια συνειδητοποίησε περαιτέρω ότι μια τέτοια προσέγγιση

θα μπορούσε να εφαρμοστεί σε προβλήματα όπως η παραγωγή και η διάχυση νετρονίων σε ραδιε-

νεργό υλικό, ένα πρόβλημα στο οποίο σε κάθε βήμα υπήρχαν τόσες πολλές δυνατότητες που ήταν

αδύνατο να υπολογιστεί μια λύση. Ο Ulam και ο Ούγγρος μαθηματικός John von Neumann επε-
ξεργάστηκαν τη μέθοδο με περισσότερες λεπτομέρειες, καθώς συνεργάζονταν σε έργα πυρηνικών

όπλων στο εθνικό εργαστήριο του Λος ΄Αλαμος στο Μεξικό. Επειδή ήθελαν να κρατήσουν την

εργασία τους κρυφή, σε συνεργασία με τον ελληνοαμερικάνο Nickolaos Metropolis διάλεξαν την
κώδικη ονομασία Monte Carlo. Την ονομασία αυτήν την εμπνεύστηκαν από το διάσημο καζίνο
Monte Carlo του Μονακό, όπου σύμφωνα με πληροφορίες ο θείος του Ulam λάτρευε να τζογάρει
και για αυτον τον λόγο δανειζόταν πολλές φορές χρήματα. Στο αρχικό στάδιο αυτών των μεθόδων

οι επιστήμονες χρησιμοποιούσαν τυχαίους αριθμούς, οι οποίοι παράγονταν από τεχνικές όπως το

ρίξιμο των ζαριών. Προφανώς μια τέτοια τεχνική ήταν αρκετά χρονοβόρα και με την πάροδο των

χρόνων δημιουργήθηκαν αλγόριθμοι παραγωγής ψευδοτυχαίων αριθμών, οι οποίοι επέτρεπαν την

παραγωγή τεράστιων όγκων τυχαίων δεδομένων σε πολύ μικρότερο χρονικό διάστημα.

Σήμερα οι μέθοδοι προσομοίωσης Monte Carlo βρίσκουν εφαρμογή σε ένα ευρύ φάσμα εφαρ-
μογών σε διάφορες επιστήμες όπως είναι η στατιστική φυσική, η ιατρική, τα χρηματοοικονομικά

και η μηχανική μάθηση.
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2 ΜΕΘΟΔΟΙ ΠΡΟΣΟΜΟΙΩΣΗΣ MONTE CARLO

2.1 Εισαγωγή

Απο την αρχαιότητα μέχρι και τις μέρες μας, οι άνθρωποι χρησιμοποιούν διάφορες τεχνικές με

σκοπό τη δημιουργία μιας ακολουθίας τυχαίων αριθμών. Προφανώς αυτή η ακολουθία αριθμών

για να θεωρείται τυχαία, θα πρέπει να ικανοποιεί κάποιες ιδιότητες. Αρχικά είναι εύλογο ότι θα

θέλαμε κάθε αριθμός που παίρνουμε να έχει την ίδια πιθανότητα ώστε να πάρει οποιαδήποτε τιμή

στον χώρο που ορίζεται η ακολουθία μας. Στην συνέχεια φαντάζει λογικό να θεωρήσουμε ότι

η εμφάνιση ενός αριθμού στην ακολουθία μας δεν έχει την δυνατότητα να επηρεάσει την έκβαση

των επόμενων αριθμών που θα πάρουμε, αλλά ούτε μπορούμε να τον προβλέψουμε με βάση τους

προηγούμενους αριθμούς που έχουμε λάβει. Η τελευταία ιδιότητα είναι ουσιαστικά η ανεξαρτησία

που έχει κάθε όρος της τυχαίας ακολουθίας αριθμών με όλους τους υπόλοιπους.

Αφού ορίσαμε τους τυχαίους αριθμούς, μπορούμε να περάσουμε στις μεθόδους που χρησιμο-

ποιήθηκαν με την πάροδο των χρόνων για την παραγωγή τους, οι οποίες ονομάζονται γεννήτριες

τυχαίων αριθμών. Ξεκινώντας λοιπόν από τα πιο παλιά χρόνια, μπορούμε να συναντήσουμε διάφο-

ρες γεννήτριες τυχαίων αριθμών, όπως είναι για παράδειγμα το στρίψιμο ενός ζαριού ή νομίσματος

ή ακόμα και το μοίρασμα χαρτιών μιας τράπουλας. Οι παραπάνω μέθοδοι βρίσκουν καθημερινή

χρήση ακόμα και στις μέρες μας. Οι συνηθέστεροι χώροι που τις συναντάμε είναι είτε κληρώσεις

είτε κάποια τυχερά παιχνίδια. Ο λόγος που η χρήση τους έχει περιοριστεί μόνο σε αυτούς τους

τομείς δεν είναι άλλος από το τεράστιο χρονικό κόστος που απαιτείται για την παραγωγή πολλών

τυχαίων αριθμών. Για παράδειγμα ας σκεφτούμε πόσο χρόνο θα χρειαζόμασταν για να πάρουμε

μια ακολουθία 10000 σε πλήθος τυχαίων αριθμών, εφαρμόζοντας την μέθοδο του στριψίματος ενός

ζαριού. Είναι εύκολο να καταλάβουμε, όπως κατάλαβαν και οι επιστήμονες τα προηγούμενα χρόνια,

ότι ήταν απαραίτητη η δημιουργία μεθόδων με σκοπό την μείωση αυτού του κόστους. Προς αυτην

την κατεύθυνση, από την ραγδαία ανάπτυξη της τεχνολογίας όπου μας έδωσε την βοήθεια ισχυρών

ηλεκτρονικών υπολογιστών, αναπτύχθηκαν διάφοροι αλγόριθμοι, οι οποίοι μας επιτρέπουν την τε-

ράστια παραγωγή ψευδοτυχαίων αριθμών σε πολύ μικρό χρονικό διάστημα. Μια πρώτη ερώτηση

που εύλογα προκύπτει σε κάθε αναγνώστη που έρχεται σε επαφή για πρώτη φορά με αυτές τις

μεθόδους, αφορά τις διαφορές που έχει μια πραγματικά τυχαία ακολουθία αριθμών σε σύγκριση με

μια ψευδοτυχαία.

Αρχικά μπορούμε να συνειδητοποιήσουμε ότι εφόσον παράγουμε αριθμούς από μια πλήρως

ντετερμινιστική συσκευή, όπως είναι ένας ηλεκτρονικός υπολογιστής, τότε φαντάζει προφανές ότι

αυτή η ακολουθία δεν μπορεί να είναι πραγματικά τυχαία. Ο τρόπος κατασκευής μιας ψευδοτυ-

χαίας ακολουθίας αριθμών βασίζεται πάντα σε μια αρχική τιμή που εμείς θα του δώσουμε, τον

λεγόμενο σπόρο της ακολουθίας, και στην συνέχεια μέσω μιας αιτιοκρατικής σχέσης, συνήθως

επαναληπτικής, έχουμε την δυνατότητα να εξάγουμε ολόκληρη την ακολουθία που χρειαζόμαστε.

΄Ενα χαρακτηριστικό φαινόμενο στις γεννήτριες ψευδοτυχαίων αριθμών είναι ότι αν εχουμε αρκετή

υπομονή ώστε να παρατηρήσουμε ένα τεράστιο πλήθος αριθμών που μας δίνει, τότε θα βλέπαμε

ότι από ένα σημείο και μετά επαναλαμβάνεται η ίδια ακριβώς ακολουθία με αρχή τον σπόρο που

ορίσαμε. Το πλήθος των αριθμών που μεσολαβούν μέχρι αυτό το σημείο, ονομάζεται περίοδος

του αλγορίθμου. ΄Οπως είναι λογικό, σκοπός μας είναι να έχουμε όσο το δυνατόν μεγαλύτερη

περίοδο μπορούμε, έτσι ώστε τα προσομοιωμένα σε πλήθος στοιχεία που θέλουμε να παράξουμε

να είναι το πολύ ίσα με την περίοδο της μεθόδου μας. Επίσης ένα ακόμα χαρακτηριστικό που είναι

επιθυμητό σε αυτές τις μεθόδους είναι η δυνατότητα αναπαραγωγής της ίδιας ακριβώς ακολουθίας

ψευδοτυχαίων αριθμών, καθώς έτσι μπορούμε να συγκρίνουμε καλύτερα κάποια αποτελέσματα που

παίρνουμε από διαφορετικούς τρόπους επίλυσης ενός προβλήματος. Την παραπάνω ιδιότητα την

πετυχαίνουμε αν ξανά εκτελέσουμε τον αλγόριθμο μας με την ίδια ακριβώς αρχική τιμή. Τέλος

θα θέλαμε οι ψευδοτυχαίοι αριθμοί που θα λάβουμε να ικανοποιούν κάποια κριτήρια ανεξαρτησίας,

έτσι ώστε να μπορούμε να τους θεωρήσουμε σχεδόν τυχαίους. Τέτοιου είδους κριτήρια δεν θα

μελετήσουμε σε αυτήν την εργασία, επομένως για τις παρακάτω μεθόδους που θα αναπτύξουμε
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θα θεωρήσουμε ότι περνάνε επιτυχώς αυτά τα κριτήρια. Για αυτόν τον λόγο, στην συνέχεια της

εργασίας μας, θα αναφέρουμε τους ψευδοτυχαίους αριθμούς ως απλά τυχαίους αριθμούς, πράγμα

που πρέπει να το έχουμε στο μυαλό μας για τυχόν παρεξηγήσεις.

΄Ενα από τα υπολογιστικά πακέτα που μας προσφέρει την δυνατότητα παραγωγής τυχαίων

αριθμών είναι η R, όπου με αυτό το πακέτο θα πορευθούμε για ολόκληρη την εργασίας μας. Η R
μας δίνει την δυνατότητα, μέσω έτοιμων εντολών, να παράξουμε τυχαίες τιμές από σχεδόν όλες τις

γνωστές κατανομές πιθανότητας που γνωρίζουμε από τα προπτυχιακά μαθήματα πιθανοτήτων και

σταστιστικής. Για την προσομοίωση παρατηρήσεων με την βοήθεια της R, εισάγουμε το γράμμα r
μπροστά από την αντίστοιχη εντολή που αφορά την κατανομή που εμείς θέλουμε. Οι εντολές για

τις περισσότερες γνωστές κατανομές φαίνονται στον Πίνακα 1.

Πίνακας 1: Οι εντολές για τις διαθέσιμες κατανομές στην R.
Συνεχής Κατανομή Εντολή Διακριτή Κατανομή Εντολή

Κανονική norm Poisson pois
Συνεχής Ομοιόμορφη unif Διωνυμική binom

Βήτα beta Αρνητική Διωνυμική nbinom
Γάμμα gamma Γεωμετρική geom
Student t Υπεργεωμετρική hyper
Snedocor f
Cauchy cauchy
Weibull weibull

Πολυμεταβλητή Κανονική mvnorm
Εκθετική exp

Παράδειγμα 2.1 ΄Εστω για παράδειγμα ότι ενδιαφερόμαστε να παράξουμε 10000 τυχαίες τιμές

από την ομοιόμορφη κατανομή στο διάστημα (0, 1). Τότε οι εντολές που θα δώσουμε στην R θα
είναι:

> u<− r un i f (10000 ,0 ,1 )
> h i s t (u , main=””)

΄Ετσι προκύπτεί το Διάγραμμα 2.1, όπου βλέπουμε μέσω του ιστογράμματος συχνοτήτων των 10000

τιμών, ότι είναι πράγματι ομοιόμορφα κατανεμημένες στο διάστημα (0, 1). Επίσης η R μας δίνει
την δυνατότητα να αναπαράξουμε την ίδια ακριβώς ακολουθία τυχαίων αριθμών, ορίζοντας και στις

δύο περιπτώσεις να έχουν την ίδια αρχική τιμή. Αυτό το πετυχαίνουμε μέσω της εντολής seed.
Να κάνουμε εδώ την παρατήρηση ότι η R ορίζει από μόνη της την αρχική τιμή της ακολουθίας,
αν εμείς δεν επέμβουμε, σύμφωνα με την ώρα. Επομένως δεν θα πάρουμε την ίδια ακολουθία αν

δεν επέμβουμε εμείς. Ο κώδικας που χρησιμοποιήσαμε για την εξαγωγή της ίδιας ακολουθίας

προσομοιωμένων τιμών είναι ο ακόλουθος:

> s e t . seed (1 )
> r un i f ( 4 , 0 , 1 )
[ 1 ] 0 .2655087 0.3721239 0.5728534 0.9082078
> s e t . seed (1 )
> r un i f ( 4 , 0 , 1 )
[ 1 ] 0 .2655087 0.3721239 0.5728534 0.9082078
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Διάγραμμα 2.1: Ιστόγραμμα συχνοτήτων των 10000 προσομοιωμένων τιμών που εξάγαμε από

την εντολή runif για την ομοιόμορφη κατανομή στο διάστημα (0, 1).

Να σχολιάσουμε ότι τα αποτελέσματα που μας δίνει η R είναι απολύτως σύμφωνα με τα όσα έχουμε
πεί, καθώς όταν εμείς ορίσαμε στις δύο ακολουθίες να έχουν τον ίδιο σπόρο, τότε μας έδωσε τους

ίδιους ακριβώς τυχαίους αριθμούς.

Παρ΄ όλα αυτά, σε πολλές εφαρμογές, θέλουμε να προσομοιώσουμε ένα τυχαίο δείγμα από

μια κατανομή που δεν ανήκει στις γνωστές κατανομές. Για την επίλυση αυτού του ζητήματος,

έχουν αναπτυχθεί διάφοροι αλγόριθμοι όπου θα μελετήσουμε στην συνέχεια του κεφαλαίου μας,

όπως είναι η μέθοδος αντιστροφής και η μέθοδος αποδοχής – απόρριψης. Πριν προχωρήσουμε σε

αυτές τις μεθόδους που μας δίνουν την δυνατήτητα παραγωγής τυχαίου δείγματος από οποιαδήποτε

κατανομή, είναι σημαντικό να πούμε ότι όλες αυτές χρειάζονται να διαθέτουμε στα χέρια μας ένα

τυχαίο δείγμα u1, u2, ...un από την ομοιόμορφη κατανομή στο διάστημα (0, 1). ΄Ενας τρόπος για
να πάρουμε αυτό το δείγμα είναι η διαδικασία που μας προσφέρει η R μέσω της εντολής runif .
Για λόγους πληρότητας θα παρουσιάσουμε και μια ευρέως γνωστή μέθοδο, η οποία φέρει το όνομα

της μεικτής μεθόδου (Mix congruential method). Η παραπάνω μέθοδος αν της ορίσουμε την
αρχική τιμή, έχει την δυνατότητα να μας δώσει μια ακολουθία ομοιόμορφων τυχαίων αριθμών στο

διάστημα (0, 1) μέσω του αλγορίθμου:

Αλγόριθμος Μεικτής Μεθόδου

1. Δίνουμε μια αρχική τιμή x0.

2. Υπολογίζουμε xi = (αxi−1 + c)modm.

3. Θέτουμε ui =
xi

m
.

Τα α,m, c είναι πραγματικές σταθερές τιμές που τις ορίζουμε εκ των προτέρων με σκοπό την
μέγιστη απόδοση του αλγορίθμου, δηλαδή την επίτευξη της μέγιστης δυνατής περιόδου. Πρός
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αυτήν την κατεύθυνση υπάρχει ένα θεώρημα που μας λέει ότι η μεικτή μέθοδος θα πετυχαίνει

μέγιστη περίοδο m για όλες τις αρχικές τιμές εάν και μόνο αν ισχύουν:

• Οι αριθμοί m και c είναι πρώτοι μεταξύ τους.

• Το α− 1 διαιρείται με όλους τους πρώτους παράγοντες του m.

• Το α− 1 διαιρείται με το 4 αν ο αριθμός m διαιρείται με το 4.

Παράδειγμα 2.2 ΄Εστω ότι επιλέγουμε το m να πάρει την τιμή 16. Τότε αν επιλέξουμε να
πάρουμε α = 9 και c = 3, βλέπουμε ότι ικανοποιούνται οι τρείς συνθήκες που αναφέραμε. Επο-
μένως θα αναμένουμε για οποιαδήποτε αρχική τιμή, να πάρουμε μια ακολουθία τυχαίων αριθμών

στο διάστημα (0, 1) με μέγιστη περίοδο m = 16. Ο αντίστοιχος κώδικας που θα χρειαστούμε
στην R είναι ο εξής:

> x<−rep (0 ,30 ) ; x[1]<− 2
> u<−rep (0 ,30 )
> m<−16 ; a<−9 ; c<−3
> u[1]<− x [ 1 ] /m
> f o r ( i in 2 : l ength (x ) ){
x [ i ]<− ( ( a∗x [ i −1] +c ) %% m )
u [ i ]<− x [ i ] /m }

> u
[ 1 ] 0 .1250 0 .3125 0 .0000 0 .1875 0 .8750 0 .0625 0 .7500 0 .9375
0 .6250 0 .8125 0 .5000 0 .6875 0 .3750 0 .5625 0 .2500 0 .4375
0 .1250 0 .3125 0 .0000 0 .1875
[ 2 1 ] 0 .8750 0 .0625 0 .7500 0 .9375 0 .6250 0 .8125 0 .5000 0 .6875
0 .3750 0 .5625

Απο τα παραπάνω αποτελέσματα που μας δίνει η R βλέπουμε ότι όντως η περίοδος της ακολουθίας
που παράγουμε είναι 16. Προφανώς ο αλγόριθμος που φτιάξαμε, για αυτές τις τιμές των παρα-

μέτρων δεν είναι καθόλου αποδοτικός, μιας και η περίοδος είναι πάρα πολύ μικρή. ΄Ομως μπορούμε

πολύ απλά να αλλάξουμε τις παραμέτρους, έτσι ώστε να ικανοποιούν και πάλι τις τρείς συνθήκες

που ορίσαμε παραπάνω και να πάρουμε μια πολύ μεγαλύτερη περίοδο. Για παράδειγμα θα μπορο-

ύσαμε να πάρουμε το m να ισούται με 215 = 32.768 και να επιλέξουμε τις τιμές των σταθερών
τιμών α, c όπως και πρίν, δηλαδή α = 9 και c = 3. Εύκολα μπορούμε να διαπιστώσουμε ότι
ισχύουν και πάλι οι τρείς προϋποθέσεις που έχουμε ορίσει ώστε ο αλγόριθμος μας να έχει περίοδο

ίση με το m. Οπότε τροποποιούμε ελάχιστα τον ήδη υπάρχοντα κώδικα στην R ως εξής:

> x<−rep (0 ,10000)
> x[1]<− 2
> u<−rep (0 ,10000)
> m<−2ˆ15 ; a<−9 ; c<−3
> u[1]<− x [ 1 ] /m
> f o r ( i in 2 : l ength (x ) ){

x [ i ]<− ( ( a∗x [ i −1] +c ) %% m )
u [ i ]<− x [ i ] /m }

> h i s t (u , main=””)
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Διάγραμμα 2.2: Ιστόγραμμα συχνοτήτων των 10000 προσομοιωμένων τιμών που εξάγαμε από

τον αλγόριθμο μεικτής μεθόδου για την ομοιόμορφη κατανομή στο διάστημα (0, 1).

Παρατηρήσεις:

• Βλέπουμε από το Διάγραμμα 2.2, ότι το ιστογράμμα συχνοτήτων που εξάγαμε για 10000
προσομοιωμένες τιμές μέσω της μεικτής μεθόδου είναι το ίδιο ικανοποιητικό σε σύγκριση

με αυτό που βγάλαμε κάνοντας χρήση της εντολής runif . Παρ΄ όλα αυτά, όπως έχουμε
ήδη αναφέρει όταν μας δίνετε η δυνατότητα παραγωγής τυχαίων αριθμών μέσω μιας έτοιμης

εντολής της R, θα προτιμάμε την έτοιμη εντολή της R γιατί παρέχει μικρότερο υπολογιστικό
κόστος.

• Η μεικτή μέθοδος για c = 0 αναφέρεται στην βιβλιογραφία ως η πολλαπλασιαστική μέθοδος.

• Η R για την παραγωγή των τυχαίων παρατηρήσεων από κάποια γνωστή κατανομή, κάνει
χρήση του αλγορίθμου Mersenne-Twister, όπου έχει περίοδο ίση με 219937 − 1. Προφανώς
είναι μια τεράστια περίοδος, η οποία μας επιτρέπει να προσομοιώσουμε τεράστιο όγκο δε-

δομένων χωρίς να φοβόμαστε την περίπτωση της επανάληψης της ακολουθίας μετά από ένα

σημείο. Βέβαια η ανάλυση αυτού του αλγορίθμου ξεφεύγει από τους στόχους της διπλωμα-

τικής και επομένως θα την παραλείψουμε.

2.2 Μέθοδος Αντιστροφής

Ας υποθέσουμε ότι μας ενδιαφέρει η παραγωγή ενός τυχαίου δείγματος από μια τυχαία μεταβλητή

X και ότι το μόνο που διαθέτουμε στα χέρια μας είναι ένα ομοιόμορφα κατανεμημένο τυχαίο δείγμα
u1, u2, ..., un στο διάστημα (0, 1). Προφανώς οι τυχαίοι αριθμοί που διαθέτουμε θα προέρχονται με
τις τεχνικές που αναλύσαμε στην Ενότητα 2.1. Η ερώτηση που ακολουθεί είναι πώς θα μπορούσαμε
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να προσομοιώσουμε μια ακολουθία τυχαίων αριθμώνx1, x2, ...., xn από την τυχαία μεταβλητή X.
Για να δώσουν λύση σε αυτό το ερώτημα έχουν αναπτυχθεί μια πληθώρα αλγορίθμων, όπου μια

από αυτές φέρει το όνομα της μεθόδου αντιστροφής. Η συγκεκριμένη μέθοδος, όπως υποδεικνύει

και η ονομασία της, εκμεταλλεύεται κάποιες απλές ιδιότητες της αντιστρόφου μιας συνάρτησης

κατανομής που ακολουθεί η τυχαία μεταβλήτη X, ώστε να μας δώσει το προσομοιωμένο δείγμα
που αναζητάμε. Πρίν προχωρήσουμε στην ανάλυση της μεθόδου, θα ήταν καλό να υπενθυμίσουμε

δύο βασικούς ορισμούς που θα μας χρειαστούν για την συνέχεια της εργασίας.

Ορισμός 2.1 Εστω Χ μια τυχαία μεταβλητή η οποία ορίζεται σε έναν δειγματικό χώρο Ω. Η

πραγματική συνάρτηση F : R → [0, 1] που δίνεται από τον τύπο

F (x) = P (X ⩽ x) = P ({ω ∈ Ω : X(ω) ⩽ x}),

λέγεται αθροιστική συνάρτηση κατανομής ή απλούστερα συνάρτηση κατανομής της τυχαίας μετα-

βλητής Χ. Η συνάρτηση κατανομής ικανοποιεί τις εξής βασικές ιδιότητες:

• 0 ⩽ F (x) ⩽ 1.

• limx→+∞ F (x) = 1, limx→−∞ F (x) = 0.

• F(x) αύξουσα συνάρτηση.

• F(x) δεξιά συνεχής.

Ας υπενθυμίσουμε τώρα τον ορισμό της γενικευμένης αντιστρόφου μιας συνάρτησης κατανομής F.

Ορισμός 2.2 ΄Εστω F : R → [0, 1] μια συνάρτηση κατανομής. Γενικευμένη αντίστροφη ονο-
μάζουμε την συνάρτηση F− : (0, 1) → R με

F−(u) = inf{x ∈ R : F (x) ≥ u}.

Ο συγκεκριμένος ορισμός μας καλύπτει και στις περιπτώσεις όπου η συνάρτηση κατανομής F(x) δεν
είναι αντιστρέψιμη, όπως για παράδειγμα συμβαίνει στις διακριτές κατανομές. Επίσης να κάνουμε

εδώ την παρατήρηση ότι στην περίπτωση που η F(x) είναι αντιστρέψιμη, αυτό συμβαίνει όταν F
συνεχής και γνωσίως αύξουσα, τότε ο ορίσμός που μόλις δώσαμε είναι ισοδύναμος με τον ορισμό

της κλασικής αντιστρόφου συνάρτησης F−1.

Πρόταση 2.1 ΄Εστω X μια συνεχής τυχαία μεταβλητή με συνάρτηση κατανομής F(x). Τότε
η τυχαία μεταβλητή U που ορίζεται ως U = F (x), είναι ομοιόμορφα κατανεμημένη στο διαστημα
(0,1), δηλαδή ισχύει U ∼ U(0, 1).

Απόδειξη 2.1 Η συνάρτηση κατανομής της τυχαίας μεταβλητής U εξ΄ ορισμού είναι:

FU(u) = P (U ⩽ u) = P (F (x) ⩽ u), ∀u ∈ (0, 1).

Επειδή F είναι αύξουσα συνάρτηση, έχουμε ότι το ενδεχόμενο {F (x) ⩽ u} είναι ισοδύναμο με το
ενδεχόμενο {x ⩽ F−1(u)}. ΄Αρα θα έχουμε:

P (U ⩽ u) = P (x ⩽ F−1(u)) = F (F−1(u)) = u, ∀u ∈ (0, 1),

όπου αυτή ακριβώς είναι η συνάρτηση κατανομής μιας ομοιόμορφα κατανεμημένης τυχαίας μετα-

βλητής στο διάστημα (0,1). ■
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Πλέον είμαστε έτοιμοι να δώσουμε την πρόταση που στηρίζεται η μέθοδος της αντιστροφής.

Πρόταση 2.2 ΄Εστω U ∼ U(0, 1). ΄Εστω επίσης ότι έχουμε μια τυχαία μεταβλητή X με συ-
νάρτηση κατανομής πιθανότητας F(x). Τότε η F−(U) θα έχει την ίδια κατανομή με την τυχαία
μεταβλητή X.

Απόδειξη 2.2 Σκοπός μας είναι να δείξουμε ότι P (F−(u) ⩽ x) = F (x). Το κύριο κομμάτι
αυτής της απόδειξης βασίζεται στην παρατήρηση ότι το ενδεχόμενο {F−(u) ⩽ x} είναι ισοδύναμο
με το ενδεχόμενο {u ⩽ F (x)}. Προς αυτήν την κατεύθυνση ∀u ∈ (0, 1) και ∀x ∈ F−([0, 1])
έχουμε:

• Εάν ισχύει F−(u) ⩽ x, τότε επειδή η F είναι αύξουσα συνάρτηση παίρνουμε

F (F−(u)) ⩽ F (x).

Επιπλέον από τον ορισμό της γενικευμένης αντιστρόφου και με χρήση κάποιων εργαλείων

της ανάλυσης, μπορούμε να εξάγουμε το συμπέρασμα ότι u ⩽ F (F−(u)) και έτσι κατα-
λήγουμε ότι

F−(u) ⩽ x ⇒ u ⩽ F (x).

• Εαν ισχύει F (x) ≥ u, τότε από τον ορισμό της γενικευμένης αντιστρόφου έχουμε

F−(u) = inf{x : F (x) ≥ u} ⩽ x.

΄Αρα δείξαμε τον ισχυρισμό μας και ολοκληρώνουμε την απόδειξη μας:

P (F−(U) ⩽ x) = P (U ⩽ F (x)) = F (x),

όπου η τελευταία ισότητα προκύπτει λαμβάνοντας υπόψιν τον ορισμό της συνάρτησης κατανομής

μιας ομοιόμορφης κατανομής στο διάστημα (0, 1), όπου μας λέει ότι

FU(x) = P (U ⩽ x) = x, ∀x ∈ (0, 1). ■

Παρατήρηση: Στην περίπτωση όπου η συνάρτηση κατανομής είναι εκτός από αύξουσα

συνάρτηση και συνεχής, όπως συμβαίνει με όλες τις συνεχείς τυχαίες μεταβλητές, τότε η απόδειξη

του θεωρήματος απλουστεύεται πάρα πολύ. Πράγματι σε μια τέτοια περίπτωση, όπως έχουμε ήδη

αναφέρει, η γενικευμένη αντίστροφος θα ταυτίζεται με την κλασική αντίστροφο που γνωρίζουμε

και επομένως θα έχουμε:

P (F−1(U) ⩽ x) = P (U ⩽ F (x)) = F (x).

Στην συνέχεια της ενότητας θα δούμε αναλυτικά τον αλγόριθμο της μεθόδου αντιστροφής για

συνεχείς και διακριτές τυχαίες μεταβλητές, καθώς και μια πληθώρα παραδειγμάτων για γνωστές

και μη γνωστές κατανομές.
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2.2.1 Μέθοδος Αντιστροφής για Συνεχείς Κατανομές

Ξεκινώντας με τις συνεχείς τυχαίες μεταβλητές, μπορούμε να πούμε ότι η μέθοδος της αντιστροφής

μας παρέχει την δυνατότητα να παράξουμε μια ακολουθία τυχαίων αριθμών από πολλές συνεχείς

κατανομές, για τις οποίες όμως πρέπει να ισχύει μια βασική υπόθεση έτσι ώστε να είναι υπολογι-

στικά αποδοτική η μέθοδος. Αυτή η υπόθεση είναι να μπορεί να υπολογιστεί αναλυτικά και εύκολα

η αντίστροφη της συνάρτησης κατανομής που ακολουθεί η συνεχής τυχαία μεταβλητή X. Σε πολ-
λές περιπτώσεις η συνθήκη αυτή ικανοποιείται, αλλά υπάρχουν και κατανομές, όπως η κανονική

κατανομή που κάτι τέτοιο δεν ισχύει. Παρ΄ όλα αυτά για αυτές τις περιπτώσεις έχουν σχηματιστεί

άλλες μέθοδοι που θα δούμε στην συνέχεια. Παρουσιάζουμε λοιπόν τον αλγόριθμο της μεθόδου

για τις συνεχείς κατανομές.

Αλγόριθμος μεθόδου αντιστροφής για συνεχείς κατανομές

1. Προσομοιώνουμε ένα τυχαίο δείγμα u1, .., un, όπου ui ∼ U(0, 1) ∀ i = 1, ..n.

2. Υπολογίζουμε το xi = F−1(ui) ∀ i = 1, ..n.

Στο σημείο αυτό μπορούμε μέσα από ένα παράδειγμα να καταλάβουμε το πώς λειτουργεί η μέθοδος

και ποια είναι η αποτελεσματικότητα της.

Παράδειγμα 2.3 ΄Εστω ότι έχουμε μια τυχαία μεταβλητή Χ η οποία ακολουθεί την εκθετική

κατανομή με παράμετρο λ, δηλαδή X ∼ E(λ). Σκοπός μας είναι να παράξουμε ένα τυχαίο δείγμα
από αυτήν την κατανομή. ΄Ομως γνωρίζουμε ότι

X ∼ E(1) ⇒ Y =
1

λ
X ∼ E(λ).

Επομένως αρκεί να παράξουμε ένα τυχαίο δείγμα για την εκθετική κατανομή με λ = 1, η οποία
έχει συνάρτηση πυκνότητας πιθανότητας

f(x) = e−x, x ∈ (0,+∞) και συνάρτηση κατανομής

F (x) =

x∫
0

f(k) dk =

x∫
0

e−k dk = 1− e−x, x ∈ (0,+∞).

Θέλουμε τώρα να βρούμε την αντίστροφη συνάρτηση F−1 (u). Πρός αυτήν την κατεύθυνση λύνου-
με την εξίσωση

u = F (x) = 1− e−x ⇒ 1− u = e−x

⇒ ln(1− u) = −x

⇒ x = − ln(1− u)

⇒ F−1(u) = − ln(1− u), u ∈ (0, 1).

΄Επιπλέον γνωρίζοντας ότι αν U ∼ U(0, 1) τότε και 1−U ∼ U(0, 1), καταλήγουμε στο συμπέρασμα
ότι:

F−1(u) = − ln (u) ∼ E(1).

Μέσω του Διαγράμματος 2.3 έχουμε την δυνατότητα να δούμε γραφικά το πώς λειτουργεί η μέθο-

δος. Πράγματι δημιουργούμε με την βοήθεια της R την γραφική παράσταση της συνάρτησης
κατανομής της εκθετικής κατανομής F (x) = 1 − e−x

, η οποία έιναι ομοιόμορφα κατανεμημένη
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στο δίαστημα (0,1), παίρνουμε έναν τυχαίο αριθμό u σε αυτό το διάστημα και βλέπουμε την εικόνα
του μέσω της F−1(u). Ο κώδικας που χρησιμοποιήσαμε είναι ο εξής:

> x=seq ( 0 . 0 1 , 6 , 0 . 0 3 )
> p lo t (x,1−exp(−x ) , lwd=2, ylim=c (0 , 1 ) )
> ab l i n e (h=0.6 , l t y =2, c o l=”red ”)
> ab l i n e ( v=−l og (1 −0.6) , l t y =2, c o l=”green ”)
> rug(− l og (1 −0.6) , t i c k s i z e = 0 .03 , c o l = 4)
> arrows (0 ,0 .6 , − l og (1 −0 .6 ) , 0 . 6 )
> arrows(− l og (1−0.6) ,0.6 ,− l og (1 −0.6) ,0)

Διάγραμμα 2.3: Μέθοδος αντιστροφής για την εκθετική κατανομή με παράμετρο λ=1.

Θα δείξουμε με την βοήθεια της R ότι όντως η F−1(u) = − ln(u) ∼ E(1). Για τον σκοπό αυτό,
δημιουργούμε με την εντολή runif 10000 ομοιόμορφα κατανεμημένες τιμές στο διάστημα (0,1).
Στην συνέχεια ορίζουμε τις F−1(ui) = − ln(ui) και δημιουργούμε το ιστόγραμμα πυκνοτήτων τους,
στο οποίο σχηματίζουμε και την θεωρητική συνάρτηση πυκνότητας πιθανότητας της κατανομής

E(1). Ο κώδικας που χρησιμοποιήθηκε είναι ο ακόλουθος:

> Nsim=10ˆ4 ; U=run i f (Nsim) ; Y= −l og (U)
> h i s t (Y, ylim=c ( 0 , 0 . 7 ) , f r e q=F, main=””)
> x=seq ( 0 , 8 , 0 . 0 1 ) ; l i n e s (x , exp(−x ) , c o l=”red ”)
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Από το Διάγραμμα 2.4 είναι σαφές ότι η προσομοίωση που φτιάξαμε μέσω της μεθόδου αντιστροφής

είναι αρκετά ικανοποιητική.

Διάγραμμα 2.4: Ιστόγραμμα πυκνοτήτων των 10
6
τιμών που προσομοιώσαμε με την μέθοδο α-

ντιστροφής, σε σύγκριση με την πραγματική συνάρτηση πυκνότητας πιθανότητας της εκθετικής

κατανομής με παράμετρο λ=1 (κόκκινο χρώμα).

Παράδειγμα 2.4 ΄Οπως έχουμε ήδη αναφέρει η R έχει την δυνατότητα να μας δώσει ένα τυχαίο
δείγμα από τις περισσότερες γνωστές κατανομές πολύ πιο αποτελεσματικά σε σχέση με οποιαδήπο-

τε μέθοδο χρησιμοποιήσουμε εμείς. ΄Ετσι θα δώσουμε τώρα ένα παράδειγμα χρήσης της μεθόδου

αντιστροφής για μια συνεχή τυχαία μεταβλητή Χ, που δεν ανήκει στις γνωστές κατανομές, με

συνάρτηση πυκνότητας πιθανότητας

f(x) = −2(x− 1), x ∈ [0, 1].

Τότε η συνάρτηση κατανομής υπολογίζεται ως:

F (x) =

x∫
0

−2(k − 1) dk = −x2 + 2x, x ∈ [0, 1].

΄Ετσι πλέον για να υλοποιήσουμε την μέθοδο της αντιστροφής για την τυχαία μεταβλητή Χ μας

μένει να υπολογίζουμε την F−1(u) λύνοντας την εξίσωση F (x) = u, u ∈ [0, 1] ως προς x.
Λύνοντας λοιπόν αυτήν την εξίσωση προκύπτει ότι:

F−1(u) = 1−
√
1− u, u ∈ [0, 1].

Στην συνέχεια παρουσίαζουμε τον αντίστοιχο κώδικα που χρησιμοποιήσαμε στην R για να πα-
ράξουμε 10000 τιμές που κατανέμονται όπως η τυχαία μεταβλητή Χ του παραδείγματος μας. ΄Απο

το Διάγραμμα 2.5 που μας δίνει η R, είναι σαφές ότι η προσομοίωση που φτιάξαμε μέσω της μεθόδου
αντιστροφής είναι αρκετά ικανοποιητική. Ο κώδικας που χρησιμοποιήσαμε είναι ο ακόλουθος:
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> Nsim=10ˆ4; ; U=run i f (Nsim) ; X=1−s q r t (1−U)
> h i s t (X, ylim=c (0 , 2 ) , f r e q=F, , xl im=c (0 , 1 ) , main=””)
> x=seq (0 , 1 , 0 . 0 01 ) ; l i n e s (x ,−2∗(x−1) , c o l=”red ”)

Διάγραμμα 2.5: Ιστόγραμμα πυκνοτήτων για τις 104 τιμές που παράξαμε με την μέθοδο αντιστρο-
φής . Με κόκκινο χρώμα έχουμε σχεδιάσει την πραγματική συνάρτηση πυκνότητας πιθανότητας

f(x) = −2(x− 1).

Είδαμε στο Παράδειγμα 2.3 πώς μπορούμε μέσω της μεθόδου αντιστροφής να παράξουμε ένα τυ-

χαίο δείγμα της εκθετικής καταναμής με παράμετρο λ=1. Με τον ίδιο ακριβώς τρόπο μπορούμε να
παράξουμε δείγματα από τις περισσότερες συνεχείς κατανομές που γνωρίζουμε. Επειδή σε κάποιες

περιπτώσεις ο υπολογισμός της αντίστροφης συνάρτησης κατανομής μιας τυχαίας μεταβλητής Χ

είναι δύσκολο να επιτευχθεί αναλυτικά ή έχει μεγάλο υπολογιστικό κόστος, έχουμε την δυνατότη-

τα να παράξουμε πληθώρα συνεχών κατανομών χρησιμοποιώντας διάφορους μετασχηματισμούς

που να συνδέουν την κατανομή που θέλουμε να προσομοιώσουμε με κάποια άλλη κατανομή που

μπορούμε εύκολα να παράξουμε ένα τυχαίο δείγμα. Προς αυτήν την κατεύθυνση θα δώσουμε δύο

παραδείγματα παραγωγής δείγματος, που αφορούν την τυποποιημένη κανονική κατανομήN (0, 1)
και την Γάμμα κατανομή με παραμέτρους α = 3 και β = 12.3 (G(3, 12.3)).

Παράδειγμα 2.5 ΄Εστω X1, X2, ..., Xn ανεξάρτητες και ισόνομες τυχαίες μεταβλητές, όπου

Xi ∼ E(1) ∀ i = 1, 2, .., n, τότε αποδεικνύεται ότι:

β ·
α∑

i=1

Xi ∼ G(α, β), α ∈ N∗ = {1, 2, ...}, α ⩽ n, β > 0.

Επομένως θα μπορούσαμε να παράξουμε ένα τυχαίο δείγμα για την Ε(1), όπως κάναμε στο Πα-

ράδειγμα 2.3 και εκμεταλευόμενοι την παραπάνω σχέση που διατυπώσαμε να δημιουργήσουμε ένα

τυχαίο δείγμα της G(α, β). Οπότε αν θέλουμε να παράξουμε ένα τυχαίο δείγμα από την G(3,12.3),
η διαδικασία είναι η εξής:
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Αρχικά φτιάχνουμε έναν πίνακα n στηλών από ομοιόμορφες τυχαίες τιμές στο διάστημα (0,1) με
πλήθος γραμμών όσο είναι και η τιμή της παραμέτρου α, δηλαδή εδώ τρείς γραμμές και εφαρμόζου-
με την μέθοδο αντιστροφής για να πάρουμε τις τυχαίες τιμές που ακολουθούν την Ε(1). ΄Ετσι

προκύπτει ένας πίνακας με 3 γραμμές και n στήλες, όπου κάθε γραμμή θα περιέχει τυχαίες τιμές
από την Ε(1) οι οποίες είναι ανεξάρτητες από τις τιμές των άλλων δύο γραμμών. Στην συνέχεια

αθροίζουμε κάθε στήλη του πίνακα και πολλαπλασιάζουμε με την παράμετρο β=12.3, όπου έτσι
παίρνουμε ένα τυχαίο δείγμα από την G(3,12.3). Από το Διάγραμμα 2.6 βλέπουμε ότι οι 10000
προσομοιωμένες τιμές που πήραμε, κατανέμονται όπως μια τυχαία μεταβλητή που ακολουθεί την

G(3,12.3). Ο κώδικας που χρησιμοποιήσαμε είναι ο ακόλουθος:

> U=run i f ( 3∗10ˆ4 ) ; U=matrix (U, nrow=3) ; x=seq (0 , 150 , 0 . 01 )
> X=−l og (U) ; X=12.4∗ apply (X, 2 , sum)
> h i s t (X, f r e q=F, xlim=c (0 , 150 ) , yl im=c (0 , 0 . 0 2 5 ) , main=””)
> l i n e s (x , dgamma(x , 3 , ( 1 / 1 2 . 4 ) ) , c o l=”red ”)

Διάγραμμα 2.6: Ιστόγραμμα πυκνοτήτων των 10000 προσομοιωμένων τιμών που πήραμε με

την μέθοδο αντιστροφής, σε σύγκριση με την πραγματική συνάρτηση πυκνότητας πιθανότητας

G(3,12.3).

Παρατηρήσεις:

• Αν η παράμετρος α δεν ανήκει στους φυσικούς αριθμούς, τότε δεν θα μπορούμε να εφαρ-
μόσουμε την διαδικασία που περιγράψαμε ώστε να αποκτήσουμε τυχαίους αριθμούς απο την

κατανομή G(α, β). Παρόλο που δεν θα αναφερθούμε στην παρούσα διπλωματική εργασία
σε μεθόδους που μπορούν να αντιμετωπίσουν ένα τέτοιο ζήτημα, ο αναγνώστης μπορεί να

συμβουλευτεί την δημοσίευση του R. C. H. Cheng (1977) [1].
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• ΄Εφόσον καταφέραμε να παράξουμε τυχαίες τιμές για την Γάμμα κατανομή, μας δίνεται η
δυνατότητα να παράξουμε τυχαίες τιμές που να ακολουθούν την Βήτα κατανομή. Πράγματι

ισχύει ότι εάν:

X ∼ G(α, β), Y ∼ G(κ, β) ⇒ Z =
X

X + Y
∼ B(α, κ), α, κ ∈ N∗.

Επομένως εάν θέλαμε να παράξουμε 1000 τυχαίες τιμές από την B(4,6) τότε θα πρέπει να
προσομοιώσουμε σύμφωνα με το προηγούμενο παράδειγμα 1000 τιμές από την G(4, 3) και
άλλες τόσες από την G(6, 3), όπου στην συνέχεια θα εφαρμόζαμε τον μετασχηματισμό που
μόλις διατυπώσαμε.

Παράδειγμα 2.6 Σκοπός μας είναι να παράξουμε ένα τυχαίο δείγμα από την τυποποιημένη

κανονική κατανομή N (0, 1). Προς αυτήν την κατεύθυνση θα παρουσιάσουμε δύο διαφορετικές
μεθόδους. Στην πρώτη μέθοδο θα εκμεταλευτούμε ένα πολύ σημαντικό θεώρημα της στατιστικής

που ακούει στο όνομα κεντρικό οριακό θεώρημα, ενώ στην δεύτερη θα εφαρμόσουμε τον αλγόριθμο

Box - Muller. Πριν ξεκινήσουμε την ανάλυση αυτών των δύο τεχνικών, να σημειώσουμε ότι εφόσον
καταφέρουμε να προσομοιώσουμε τυχαίο δείγμα από την κατανομή N (0, 1), τότε θα είμαστε σε
θέση να πάρουμε ενα τυχαίο δείγμα και από την κανονική κατανομή N (µ, σ2), με µ, σ ̸= 0.
Πράγματι ισχύει ότι αν:

X ∼ N (0, 1) ⇒ µ+ σX ∼ N (µ, σ2).

Οπότε μας αρκεί να καταφέρουμε να προσομοιώσουμε δείγμα από την τυποποιημένη κανονική

κατανομή. Ξεκινώντας λοιπόν με την πρώτη μέθοδο, ας υποθέσουμε ότι έχουμε στα χέρια μας

ανεξάρτητες και ισόνομες τυχαίες μεταβλητές Y1, ..., Yn που ακολουθούν την εκθετική κατανομή

με παράμετρο λ=1. Τότε μπορούμε να εκμεταλευτούμε το κεντρικό οριακό θεώρημα, το οποίο μας
λέει ότι αν έχουμε n στο πλήθος ανεξάρτητες και ισόνομες τυχαίες μεταβλητές, τότε

n∑
i=1

Yi − nµ

σ
√
n

∼ N (0, 1).

Επομένως εμείς για να δημιουργήσουμε ένα τυχαίο δείγμα από την N (0,1) ακολουθούμε την παρα-
κάτω διαδικασία. Αρχικά φτιάχνουμε έναν πίνακα από ομοιόμορφες τυχαίες κατανεμημένες τιμές

στο διάστημα (0,1), με γραμμές όσες είναι και οι ανεξάρτητες τυχαίες μεταβλητές Yi που ακολου-

θούν την Ε(1). Στο παράδειγμα μας ο πίνακας θα έχει 25 γραμμές, επειδή θα πάρουμε 25 τέτοιες

τυχαίες μεταβλητές, καθώς θέλουμε να είναι αρκετές ώστε να ισχύει το κεντρικό οριακό θεώρημα.

Στην συνέχεια εφαρμόζουμε την μέθοδο αντιστροφής για να πάρουμε τις τυχαίες τιμές που ακο-

λουθούν την Ε(1). ΄Ετσι προκύπτει ένας πίνακας με 25 γραμμές, όπου κάθε γραμμή είναι μια τυχαία

τιμή που ακολουθεί την Ε(1) και είναι ανεξάρτητη από τις υπόλοιπες. ΄Επειτα μέσω της σχέσης

του κεντρικού οριακού θεωρήματος, δηλαδή προσθέτοντας τις στήλες του πίνακα μας, εξάγουμε

104 παρατηρήσεις (όσες δηλαδή είναι οι στήλες του πίνακα) που ακολουθούν την N (0, 1). Από
το Δίαγραμμα 2.7, βλέπουμε το ιστόγραμμα πυκνότητων των 10000 προσομοιωμένων τιμών που

πήραμε από την εφαρμογή του κεντρικού οριακού θεωρήματος. Ο κώδικας που χρησιμοποιήσαμε

είναι ο ακόλουθος:

> U=run i f (25∗10ˆ4)
> U=matrix ( data=U, nrow=25) ; Y=−l og (U)
> X=(apply (Y, 2 , sum)−25)/ sq r t (25)
> h i s t (X, f r e q=F, xlim=c (min (X)−1 ,max(X)+1) ,main=””)
> x=seq (min (X)−1 ,max(X)+1 ,0 .01)
> l i n e s (x , dnorm(x , 0 , 1 ) , c o l=”red ”)
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Διάγραμμα 2.7: Ιστόγραμμα πυκνοτήτων για τις 10000 τιμές που προσομοιώσαμε με χρήση του

κεντρικού οριακού θεωρήματος και της μέθοδου αντιστροφής, σε σύγκριση με την συνάρτηση

πυκνότητας πιθανότητας της N (0,1) (κόκκινη καμπύλη).

Παρατήρηση: Προφανώς αντί για την εκθετική κατανομή θα μπορούσαμε να είχαμε στην

θέση της οποιαδήποτε άλλη κατανομή, μιας και το κεντρικό οριακό θεώρημα ισχύει ανεξάρτητα

από την κατανομή.

΄Ενας εναλλακτικός τρόπος παραγωγής τυχαίου δείγματος από την N (0, 1) βασίζεται στην μέθοδο
Box – Muller. Η μέθοδος αυτή μας δίνει την δυνατότητα να προσομοιώσουμε ζεύγη τυχαίων τιμών
από τηνN (0, 1). Για την πραγματοποίηση του αλγορίθμου θα πρέπει να διαθέτουμε δύο ανεξάρτητα
μεταξύ τους δείγματα u1,1, u1,2, ..., u1,n και u2,1, u2,2, ..., u2,n από δύο ομοιόμορφες κατανομές στο

διάστημα (0, 1). Τότε θέτουμε:

• x1,i = −
√
2ln(u1,i) · cos(2πu2,i) ∀ i = 1, .., n.

• x2,i = −
√

2ln(u1,i) · sin(2πu2,i) ∀ i = 1, .., n.

Για να αποδείξουμε τον παραπάνω αλγόριθμο, ας υποθέσουμε ότι οι τυχαίες μεταβλητές X1 και

X2 είναι ανεξάρτητες και ότι ακολουθούν την τυποποιημένη κανονική κατανομή N (0, 1). Τότε η
από κοινού συνάρτηση κατανομής των δύο τυχαίων μεταβλητών θα είναι ίση με το γινόμενο των

περιθωρίων συνάρτήσεων πυκνότητας πιθανότητας, δηλαδή θα ισχύει:

fX1,X2(x1, x2) = fX1(x1) · fX2(x2) =
1

2π
e
−
x2
1 + x2

2

2 .

΄Επειτα παίρνουμε τον μετασχηματισμό:

R = X2
1 +X2

2 και Θ = arctan(
X2

X1

).
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Οπότε λύνοντας ως προς X1 και X2 έχουμε ότι:

X1 =
√
R · cos(θ) και X2 =

√
R · sin(Θ).

Τότε η από κοινού συνάρτηση των τυχαίων μεταβλητών R και Θ θα είναι:

fR,Θ(r, θ) = fX1,X2(
√
rcos(θ),

√
rsin(θ)) ·

∣∣∣∣∣∣
∂
√
rcos(θ)
∂r

∂
√
rcos(θ)
∂θ

∂
√
rsin(θ)
∂r

∂
√
rsin(θ)
∂θ

∣∣∣∣∣∣
=

1

2π
e−r⧸2 · 1

2
όπου r > 0, θ ∈ [0, 2π],

όπου εύκολα μπορούμε να παρατηρήσουμε ότι η από κοινού συνάρτηση πυκνότητας των τυχαίων

μεταβλητών R και Θ μπορεί να γραφτεί ως:

fR,Θ(r, θ) =
1

2
e−r⧸2 · 1

2π
= fR(r) · fΘ(θ),

δηλαδή η τυχαία μεταβλητή R ακολουθεί την εκθετική κατανομή με παράμετρο λ = 1⧸2 και είναι
ανεξάρτητη από την τυχαία μεταβλητή Θ πού ακολουθεί την ομοιόμορφη κατανομή στο διάστη-
μα (0, 2π). Στο σημείο αυτό έχουμε ολοκληρώσει την απόδειξη μας, καθώς μέσω της μεθόδου
αντιστροφής γνωρίζουμε τον τρόπο για να προσομοιώσουμε ανεξάρτητο δείγμα και από τις δύο

αυτές κατανομές. Πράγματι, αφού παράξουμε ένα πλήθος n τυχαίων αριθμών από δύο ανεξάρτητες
τυχαίες μεταβλητές U1 και U2, θα έχουμε:

1. R = −2 ln(U1) ∼ E(1⧸2).

2. Θ = 2πU2 ∼ U(0, 2π).

Οπότε επιστρέφοντας στις τυχαίες μεταβλητές X1 και X2 παίρνουμε το επιθυμητό αποτέλεσμα.

Με την βοήεθια της R θα δούμε και γραφικά αν όντως οι δύο τυχαίες μεταβλητές X1, X2 που

κατασκευάσαμε ακολουθούν την τυποποιημένη κανονική κατανομή. Μέσω του Διαγράμματος 2.8,

βλέπουμε τα ιστόγραμματα πυκνοτήτων των 10000 και 10000 προσομοιωμένων τιμών που πήραμε

από την μέθοδο Box – Muller. Ο κώδικας που χρησιμοποιήσαμε είναι ο εξής:

x=seq ( −5 ,5 ,0 .01)
u1<−r un i f (10ˆ4)
u2<−r un i f (10ˆ4)
r<−rep (0 ,10ˆ4)
theta<−rep (0 ,10ˆ4)
x1<−rep (0 ,10ˆ4)
x2<−rep (0 ,10ˆ4)
f o r ( i in 1 :10ˆ4) {
r [ i ]<−−2∗ l og ( u1 [ i ] ) ; theta [ i ]<−2∗pi ∗u2 [ i ]
x1 [ i ]<−cos ( theta [ i ] ) ∗ s q r t ( r [ i ] )
x2 [ i ]<− s i n ( theta [ i ] ) ∗ s q r t ( r [ i ] ) }
par (mfrow=c (1 , 2 ) )
h i s t ( x1 , f r e q=F, xlim=c (−4 ,4) ,main=””)
l i n e s (x , dnorm(x , 0 , 1 ) , c o l=”red ”)
h i s t ( x2 , f r e q=F, xlim=c (−4 ,4) ,main=””)
l i n e s (x , dnorm(x , 0 , 1 ) , c o l=”red ”)
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Διάγραμμα 2.8: Ιστόγραμματα πυκνοτήτων για τις 10000 και 10000 τιμές που προσομοιώσαμε με

χρήση του αλγορίθμου Box – Mulller, σε σύγκριση με την συνάρτηση πυκνότητας πιθανότητας
της N (0,1) (κόκκινες καμπύλες).

Παρατήρηση: Και με τις δύο μεθόδους βλέπουμε ότι προσεγγίζουμε πολύ ικανοποιητικά

την τυποποιημένη κανονική κατανομή, παρ΄ όλα αυτά μπορούμε να πούμε ότι στην πρώτη μέθοδο

χρησιμοποιούμε ένα προσεγγιστικό θεώρημα για να προσομοιώσουμε τυχαίες τιμές, οπότε ανα-

μένουμε μεγαλύτερες αποκλίσεις από την πραγματική τυποποιημένη κατανομή όσο το πλήθος των

τιμών παραμένει σχετικά μικρό. ΄Αρα είναι προτιμότερη η μέθοδος Box – Muller.

2.2.2 Μέθοδος Αντιστροφής για Διακριτές Κατανομές

΄Εστω Χ μια διακριτή τυχαία μεταβλητή που παίρνει τιμές στο σύνολο I = {x0, x1, ....., xm} με
πιθανότητες

P (X = xi) = pi, i = 0, 1, ...,m.

Τότε η συνάρτηση κατανομής αυτής της τυχαίας μεταβλητής ορίζεται ως:

F (x) =


0, x < x0
j∑

i=0

pi, xj ⩽ x < xj+1, j ⩽ m− 1

1, x ⩾ xm.

Στην περίπτωση λοιπόν που έχουμε μια διακριτή τυχαία μεταβλητή Χ, όπως την ορίσαμε, γνω-

ρίζουμε ότι η συνάρτηση κατανομής της δεν αντιστρέφεται με την κλασική έννοια που έχουμε στο

μυαλό μας. Επομένως δεν μπορούμε όπως στις συνεχείς τυχαίες μεταβλητές να προσομοιώσουμε

ένα τυχαίο δείγμα για την τυχαία μεταβλητή X μέσω της σχέσης xi = F−1(ui), όπου ui ∼ U(0, 1)
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για κάθε i ≥ 1. Λύση σε αυτήν την δυσκολία έρχεται να δώσει η γενικευμένη αντίστροφος της
συνάρτησης κατανομής που ορίζεται ως:

F−(u) = inf{x ∈ I : F (x) ≥ u}.

΄Εχοντας στο μυαλό μας αυτόν τον ορισμό της γενικευμένης αντιστρόφου, ο αλγόριθμος που

χρησιμοποιούμε θα είναι παρόμοιος με αυτόν που είδαμε για την περίπτωση των συνεχών τυχαίων

μεταβλητών. Πράγματι αυτήν την φορά θα παίρνουμε τυχαίες τιμές από την διακριτή τυχαία

μεταβλητή X μέσω της σχέσης:

xi = F−(ui) = inf{x ∈ I : F (x) ≥ ui}.

Οπότε αν εκμεταλευτούμε τον τρόπο που ορίζεται η συνάρτηση κατανομής μιας διακριτής τυχαίας

μεταβλητής, θα έχουμε τον παρακάτω αλγόριθμο.

Αλγόριθμος μεθόδου αντιστροφής για διακριτές κατανομές

1. Παράγουμε έναν αριθμό u από την ομοιόμορφη κατανομή στο διαστημα (0,1).

2. Θέτουμε

X =



x0, εάν u < p0

x1, εάν p0 ⩽ u < p0 + p1

.

.

xj, εάν
j−1∑
i=0

pi ⩽ u <
j∑

i=0

pi

.

.

και επαναλαμβάνουμε τον αλγόριθμο n φορές, όπου n είναι ο αριθμός των παρατη-
ρήσεων που θέλουμε να προσομοιώσουμε.

Να κάνουμε εδώ την παρατήρηση ότι αν u ∼ U(0, 1), τότε σύμφωνα με τον αλγόριθμο που δώσαμε
θα έχουμε:

P (X = xj) = P (

j−1∑
i=0

pi ⩽ u <

j∑
i=0

pi) = P (u <

j∑
i=0

pi)− P (u ⩽
j−1∑
i=0

pi) =

j∑
i=0

pi −
j−1∑
i=0

pi = pj.

Το αποτέλεσμα αυτό μας δείχνει ότι το προσομοιωμένο δείγμα που παίρνουμε έχει την επιθυμητή

συνάρτηση μάζας πιθανότητας.

Είμαστε έτοιμοι λοιπόν να δούμε μια σειρά παραδειγμάτων που θα χρησιμοποιήσουμε την μέθο-

δο αντιστροφής για να προσομοιώσουμε τιμές από γνωστές και μη γνωστές συναρτήσεις μάζας

πιθανότητας.

Παράδειγμα 2.7 ΄Εστω Χ μια διακριτή τυχαία μεταβλητή με συνάρτηση μάζας πιθανότητας

f(k) = P (X = k) = pk, k = 1, 2, 3, 4, 5,

όπου p1 = 0.1, p2 = 0.15, p3 = 0.3, p4 = 0.2, p5 = 0.25.
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Τότε η συνάρτηση κατανομής της τυχαίας μεταβλητής θα είναι:

F (k) =



0, εάν k < 1

0.1, εάν 1 ⩽ k < 2

0.25, εάν 2 ⩽ k < 3

0.55, εάν 3 ⩽ k < 4

0.75, εάν 4 ⩽ k < 5

1, εάν k ≥ 5.

Επομένως σύμφωνα με την μέθοδο της αντιστροφής παράγουμε ένα τυχαίο αριθμό u ∼ U(0,1)
και στην συνέχεια θέτουμε:

X =



1 εάν u < 0.1

2 εάν 0.1 ⩽ u < 0.25

3 εάν 0.25 ⩽ u < 0.55

4 εάν 0.55 ⩽ u < 0.75

5 εάν u ≥ 0.75

Παρακάτω παρουσιάζουμε τον αντίστοιχο κώδικα στην R που μας παράγει 104 τιμές σύμφωνα με
την μέθοδο της αντιστροφής για την τυχαία μεταβλητή Χ που ζητούσαμε. Από το Διάγραμμα

2.9 που εξάγουμε βλέπουμε ότι η προσομοίωση που κάναμε είναι πολύ αποτελεσματική, καθώς

οι πραγματικές πιθανότητες που δίνει η συνάρτηση μάζας πιθανότητας της τυχαίας μεταβλητής X
είναι σχεδόν ίδιες με αυτές που παίρνουμε από την προσομοίωση που κάναμε. Ο κώδικας που

χρησιμοποιήσαμε είναι ο ακόλουθος:

> x<−rep (0 ,10ˆ4)
> f o r ( i in 1 :10ˆ4){

u<−r un i f ( 1 )
i f (u < 0 . 1 ) {x [ i ] = 1}
e l s e i f ( 0 . 1 <= u & u < 0 . 25 ) { x [ i ] = 2 }
e l s e i f ( 0 .25 <= u & u < 0 . 55 ) { x [ i ] = 3 }
e l s e i f ( 0 .55 <= u & u < 0 . 75 ) { x [ i ] = 4 }
e l s e i f ( u >= 0 .75 ) { x [ i ] = 5}}

> X<−t ab l e ( x )
> p<−c ( 0 . 1 , 0 . 1 5 , 0 . 3 , 0 . 2 , 0 . 2 5 )
> compare<−rbind (X/10ˆ4 ,p)
> barp lo t ( compare , main=””, ylab=” r e l a t i v e f r e qu en c i e s ” , xlab=”X”

, ylim=c ( 0 , 0 . 3 5 ) , be s ide=T)

Παράδειγμα 2.8 ΄Εστω ότι η τυχαία μεταβλητή Χ ακολουθεί την διωνυμική κατανομή με n = 6
και p = 0.3, δηλαδή X ∼ B(6, 0.3). ΄Οπως γνωρίζουμε η τυχαία μεταβλητή X θα έχει συνάρτηση
μάζας πιθανότητας

f(k) = pk = P (X = k) =

(
n

k

)
pkqn−k, k = 0, 1, 2, .., 6,

όπου με k συμβολίζουμε το πλήθος των επιτυχιών που θα έχουμε στις 6 επαναλήψεις του πειράμα-
τος. Προφανώς, στο παράδειγμα μας, το k θα παίρνει τιμές 0, 1, .., 6. Εμείς θέλουμε μέσω της
μεθόδου αντιστροφής να παράξουμε ένα τυχαίο δείγμα 103 τιμών από αυτήν την κατανομή. Προς
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Διάγραμμα 2.9: Ραβδόγραμμα σχετικών συχνοτήτων για τις 10
4
τιμές που μας έδωσε η μέθοδος

της αντιστροφής (μαύρο χρώμα), ενώ με λευκό χρώμα βλέπουμε τις πραγματικές πιθανότητες που

έχει η τυχαία μεταβλητή X.

αυτήν την κατεύθυνση μπορούμε αρχικά να αποθηκεύσουμε τις τιμές της συνάρτησης κατανομής

F(k) που ορίζονται ως

F (k) = P (X ⩽ k) =
k∑

i=0

pi, , k = 0, 1, 2, .., 6.

Για να πετύχουμε αυτήν την ενέργεια θα χρημοποιήσουμε στην R την έτοιμη εντολή pbinom,
όπου ως ορίσματα παίρνει στην πρώτη θέση το k, ενώ στην δεύτερη και τρίτη θέση παίρνει το n και
το p αντίστοιχα. Στην συνέχεια παράγουμε έναν τυχαί οαριθμό u από την ομοιόμορφη κατανομή
στο διάστημα (0, 1) και ελέγχουμε για ποιές τιμές του k ισχύει F(k) < u. ΄Επειτα θέτουμε X
ίσο με το πλήθος των τιμών του k που ικανοποιούν την παραπάνω συνθήκη. Για να καταλάβουμε
καλύτερα αυτόν τον συλλογισμό θα δώσουμε ένα παράδειγμα. ΄Εστω λοιπόν ότι παράγουμε έναν

τυχαίο αριθμό u∼ U(0,1), με u = 0,8203. Τότε μπορούμε εύκολα να παρατηρήσουμε ότι ισχύει
F(k) < u = 0,8203, μόνο για k = 0,1,2,3 όπου είναι τέσσερις στο πλήθος. Επομένως θα θέσουμε
X = 4. ΄Επαναλαμβάνουμε την διαδικασία αυτή τόσες φορές όσες και οι τυχαίες τιμές που θέλουμε
να παράξουμε για την κατανομή B(6, 0.3). Παρακάτω παρουσιάζουμε τον κώδικα που χρησιμοποι-
ήσαμε για να παράξουμε 103 τυχαίες τιμές για την τυχαία μεταβλητή του παραδείγματος μας, μέσω
της μεθόδου αντιστροφής. Επίσης θα σχεδιάσουμε ένα ραβδόγραμμα σχετικών συχνοτήτων για

να συγκρίνουμε τις πιθανότητες που μας δίνουν οι προσομοιωμένες τιμές με τις πραγματικές. Τις

πραγματικές πιθανότητες τις παίρνουμε με την χρήση της εντολής dbinom, η οποία συντάσσεται
όπως και η pbinom που αναφέραμε προηγουμένως. Ο κώδικας που χρησιμοποιήσαμε είναι ο εξής:
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> F<−pbinom ( 0 : 6 , 6 , 0 . 3 )
> x <− rep (0 , 10ˆ3)
> f o r ( i in 1 : l ength (x ) ){

u <− r un i f ( 1 )
x [ i ] <− sum(F<u)}

> X<−t ab l e ( x )
> p <− c ( dbinom ( 0 : 6 , 6 , 0 . 3 ) )
> compare<−rbind (X/10ˆ3 ,p)
> barp lo t ( compare , main=””, ylab=” r e l a t i v e f r e qu en c i e s ” , xlab=”X”
, ylim=c ( 0 , 0 . 3 5 ) , be s ide=T)

Διάγραμμα 2.10: Ραβδόγραμμα σχετικών συχνοτήτων για τις 10
3
τιμές που μας έδωσε η μέθοδος

της αντιστροφής (μαύρο χρώμα), ενώ με λευκό χρώμα βλέπουμε τις πραγματικές πιθανότητες της

B(6, 0.3).

Από το Διάγραμμα 2.10 που εξάγουμε βλέπουμε ότι η προσομοίωση που κάναμε είναι πολύ αποτελε-

σματική, καθώς οι πραγματικές πιθανότητες που δίνει η συνάρτηση μάζας πιθανότητας της τυχαίας

μεταβλητής X είναι σχεδόν ίδιες με αυτές που παίρνουμε από την προσομοίωση που κάναμε.

Παράδειγμα 2.9 ΄Εστω ότι η τυχαία μεταβλητή X ακολουθεί την γεωμετρική κατανομή, που
εκφράζει το πλήθος των δοκιμών ενός bernoulli πειράματος μέχρι την στιγμή που θα έρθει η πρώτη
επιτυχία, ενώ με p συμβολίζουμε την πιθανότητα σε μια δοκιμή να πάρουμε αποτέλεσμα επιτυχία
και με q = 1- p την πιθανότητα αποτυχίας σε μια δοκιμή. Η τυχαία μεταβλητή X ∼ Ge(p) έχει
συνάρτηση μάζας πιθανότητας:

f(k) = pk = P (X = k) = pqk−1, k ∈ N+.

35



Επιπλέον η συνάρτηση κατανομής δίνεται ως:

F (k) = P (X ⩽ k) =
k∑

i=1

pk =
k∑

i=1

pqk−1

= p

k−1∑
i=0

qk = p
1− qk

1− q
= 1− qk, k ∈ N+.

Η μέθοδος της αντιστροφής μας λέει ότι αν u ∼ U(0,1) τότε θέτουμε X = k εάν ισχύει:

F (k − 1) ⩽ u < F (k) ⇔ 1− qk−1 ⩽ u < 1− qk

⇔ qk < 1− u ⩽ qk−1.

Επομένως προκύπτει ότι:

X = min{k : qk < 1− u}
= min{k : k log q < log(1− u)}

= min{k : k >
log(1− u)

log q
} , k ∈ N+

⇒ X = ⌊ log(1− u)

log q
⌉,

όπου με ⌈ · ⌉ συμβολίζουμε τον επόμενο ακέραιο αριθμό. ΄Εστω για παράδειγμα ότι έχουμε
την τυχαία μεταβλητή Χ ∼ Ge(0.2), δηλαδή η πιθανότητα επιτυχίας μια δοκιμής είναι p = 0.2
και προφανώς τότε θα έχουμε q = 0.8 . Για να πετύχουμε στην R τον παραπάνω συλλογισμό
μας, παράγουμε έναν τυχαίο αριθμό u ∼ U(0,1) και παίρνουμε τον επόμενο ακέραιο αριθμό της
ποσότητας log(1 − u)⧸ log q με χρήση της εντολής ceiling. Τέλος εκτελούμε την παραπάνω
διαδικασία τόσες φορές όσες θέλουμε να είναι το πλήθος του προσομοιωμένου δείγματος που

ζητάμε. Παρακάτω παρουσιάζουμε τον κώδικα που χρησιμοποιήσαμε στην R, όπου παράγουμε 104

τυχαίες τιμές για την τυχαία μεταβλητή X που ακολουθεί την γεωμετρική κατανομή Ge(0.2), μέσω
της μεθόδου αντιστροφής. Στην συνέχεια σχεδιάζουμε ένα ραβδόγραμμα για να συγκρίνουμε τις

πιθανότητες που μας δίνουν οι προσομοιωμένες τιμές με τις πραγματικές. Τέλος υπολογίζουμε

την μέση τιμή και την διασπορά του προσομοιωμένου δείγματος.

Σύμφωνα με τα αποτελέσματα που μας δίνει η R, βλέπουμε ότι το προσομοιωμένο δείγμα μας
έχει μέση τιμή µ = 5.054 και διασπορά σ2 = 20.26071 όπου είναι πολύ κοντά στις θεωρητικές τιμές,
καθώς για την γεωμετρική κατανομή με παράμετρο p = 0.2 έχουμε ότι µ = 5 και σ2 = 20. Τέλος
η εικόνα του Διαγράμματος 2.11 είναι αρκετά ικανοποιητική, μιας και οι σχετικές συχνότητες

των 10000 προσομοιωμένων τιμών είναι πολύ κοντά στις πραγματικές πιθανότητες της Ge(0.2). Ο
κώδικας που χρησιμοποιήσαμε είναι ο ακόλουθος:

> X<−rep (0 ,10ˆ4) ; q<−0.8
> f o r ( i in 1 : l ength (X)){ u=run i f (1 )

X[ i ]<− c e i l i n g ( l og (1−u)/ log (q ) )}
> x<−t ab l e (X) ; p<−c (dgeom ( 1 : l ength (x ) , 0 . 2 ) )
> compare<−rbind (x/10ˆ4 ,p)
> barp lo t ( compare , main=””, ylab=” r e l a t i v e f r e qu en c i e s ” , xlab=”X”
, ylim=c ( 0 , 0 . 2 ) , be s ide=T)
> mean(X)
[ 1 ] 5 .054
> var (X)
[ 1 ] 20 .26071
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Διάγραμμα 2.11: Ραβδόγραμμα σχετικών συχνοτήτων για τις 10
4
τιμές που μας έδωσε η μέθοδος

της αντιστροφής για την γεωμετρική κατανομή Ge(0.2) (μαύρο χρώμα), ενώ με λευκό χρώμα
βλέπουμε τις πραγματικές πιθανότητες.

Παράδειγμα 2.10 Μια τελευταία εφαρμογή της μεθόδου αντιστροφής στις διακριτές τυχαίες

μεταβλητές που μπορούμε να δούμε, αφορά την προσομοίωση τυχαίου δείγματος από την κατανομή

Poisson με παράμετρο λ. Γνωρίζουμε ότι όταν μια τυχαία μεταβλητή X ακολουθεί την κατανομή
Poisson, τότε εκφράζει το πλήθος των γεγονότων που συμβαίνουν μέσα σε ένα συγκεκριμένο
χρονικό ή χωρικό διάστημα. Επίσης αυτή η παράμετρος λ εκφράζει τον αναμενόμενο αριθμό γεγο-
νότων που θα συμβούν στο σταθερό διάστημα που έχουμε ορίσει. Η συνάρτηση μάζας πιθανότητας

αυτής της κατανομής ορίζεται ως

f(k) = pk = P (X = k) =
e−λ · λk

k!
, k = 0, 1, 2, ...

Μια εύκολη παρατηρήση που μπορούμε να κάνουμε είναι ότι ισχύει:

f(k + 1) = pk+1 = pk ·
λ

k + 1
.

Πράγματι έχουμε:

pk+1 =
e−λ · λk+1

(k + 1)!
=

e−λ · λk · λ
(k + 1) · k!

=
λ

k + 1
· pk.

Τότε από τον αλγόριθμο της μεθόδου αντιστροφής, αφού παράξουμε έναν τυχαίο αριθμό u από την
ομοιόμορφη κατανομή στο δίαστημα (0, 1), μπορούμε να προσομοιώσουμε εύκολα έναν αριθμό x
που να ακολουθεί την κατανομή Poisson. Πράγματι μπορούμε να ακολουθήσουμε τα εξής βήματα:

1. Θέτουμε p = e−λ
και k = 0.
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2. Αν ισχύει u < p τότε θέτω X = k, αλλιώς πηγαίνουμε στο επόμενο βήμα.

3. Θέτουμε p = p+ p · λ

k + 1
, k = k + 1 και επιστρέφουμε στο προηγούμενο βήμα.

Επαναλαμβάνουμε n φορές την διαδικασία αυτή, όπου n εκφράζει το πλήθος των τιμών που θέλου-
με να προσομοιώσουμε από την κατανομή Poisson. Ο κώδικας που χρησιμοποιουμε στην R για να
προσομοιώσουμε 1.000 στο πλήθος τιμές για την κατανομή Poisson με παράμετρο λ = 4, είναι ο
ακόλουθος:

> u<−r un i f (1000)
> x<−rep (0 ,1000)
> lamda<−4
> f o r ( i in 1 :1000) {

p<−exp(−lamda )
p new<−p

k<−0
whi le (u [ i ] >= p new ){
p<−p∗ lamda /(k+1)

p new<−p+p new
k<−k+1}

x [ i ]<−k}
> mean(x )
[ 1 ] 4 .089
> var (x )
[ 1 ] 4 .049128
> X<−t ab l e ( x )
> p <− c ( dpo i s ( 0 :max(x ) , 4 ) )
> compare<−rbind (X/1000 ,p)
> barp lo t ( compare , main=””, ylab=” r e l a t i v e f r e qu en c i e s ” , xlab=”X”
, ylim=c ( 0 , 0 . 3 5 ) , be s ide=T)

Απο το Διάγραμμα 2.12 είναι φανερό ότι η προσομοίωση που κάναμε ήταν επιτυχημένη, μιας και

οι πραγματικές πιθανότητες που δίνει η συνάρτηση μάζας πιθανότητας της τυχαίας μεταβλητής

X είναι σχεδόν ίδιες με αυτές που παίρνουμε από την προσομοίωση που κάναμε. Επίσης από τα
αποτελέσματα που μας έδωσε η R για το προσομοιωμένο δείγμα, βλέπουμε ότι έχει μέση τιμή
περίπου 4.09 και διασπορά περίπου ίση με 4.05, όπου είναι πολύ κοντά στην πραγματική τιμή 4 που

λαμβάνει η μέση τιμή και η διασπορά στην κατανομή Poisson για παράμετρο λ = 4.

Παρατήρηση: Ο παραπάνω αλγόριθμος είναι αρκετά αποδοτικός σε περιπτώσεις όπου η πα-

ράμετρος λ λαμβάνει μικρές τιμές, όπως και στο παράδειγμα μας. Στην περίπτωση που το λ γίνει
πολύ μεγάλο, ο αλγόριθμος παύει να είναι αποδότικός. Πράγματι, γνωρίζουμε ότι αναμένουμε το

μεγαλύτερο πλήθος τιμών μιας Poisson κατανομής να βρίσκεται στο διάστημα (λ−3
√
λ, λ+3

√
λ).

Οπότε αν έχουμε για παράδειγμα μια τιμή του λ ίση με 81, τότε το διάστημα αυτό θα είναι (54, 108).
Επομένως θα είχαμε αυξημένο υπολογιστικό κόστος, στην περίπτωση που ξεκινούσαμε τον αλ-

γόριθμο μας από το μηδέν, όπως κάναμε και στο παράδειγμα μας. ΄Αρα η λύση σε μια τέτοια

κατάσταση είναι να αγνοήσουμε πλήρως ότι δεν ανήκει στο διάστημα που αναμένουμε το μεγα-

λύτερο πλήθος τιμών.
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Διάγραμμα 2.12: Ραβδόγραμμα σχετικών συχνοτήτων για τις 1000 τιμές που μας έδωσε η μέθοδος

της αντιστροφής για την κατανομή Poisson με παράμετρο λ = 4 (μαύρο χρώμα), ενώ με λευκό
χρώμα βλέπουμε τις πραγματικές πιθανότητες.

2.3 Μέθοδος Σύνθεσης

Σε πολλές περιπτώσεις, όπως θα δούμε και στην προσαρμοσμένη μέθοδο απόρριψης στην Ενότητα

2.4, μας ζητείται να προσομοιώσουμε τυχαίες τιμές από μια τυχαία μεταβλητή X, όπου η συνάρ-
τηση πυκνότητας πιθανότητας (συνεχής περίπτωση) ή η συνάρτηση μάζας πιθανότητας (διακριτή

περίπτωση) μπορεί να γραφτεί σαν ένα πεπερασμένο άθροισμα συναρτήσεων πυκνότητας ή μάζας

πιθανότητας αντίστοιχα. Σε μια τέτοια κατάσταση έχουμε την δυνατότητα να χρησιμοποιήσουμε

την μέθοδο σύνθεσης, όπου και θα αναλύσουμε στην παρούσα ενότητα.

Προς αυτήν την κατεύθυνση, μια πρώτη κίνηση θα ήταν να ορίσουμε τους συμβολισμούς μας.

΄Εστω λοιπόν, χωρίς βλάβη της γενικότητας, μια συνεχής τυχαία μεταβλητή X, με συνάρτηση
πυκνότητας πιθανότητας f(x) και στήριγμα Sf . Επίσης, όπως αναφέραμε, ας υποθέσουμε ότι η

συνάρτηση πυκνότητας πιθανότητας f(x) μπορεί να γραφτεί ως ένα πεπερασμένο άθροισμα της
μορφής:

f(x) = a1 · f1(x) + ...+ an · fn(x) =
n∑

i=1

ai · fi(x) ∀x ∈ Sf ,

όπου ισχύει:

• ai ∈ (0, 1),
n∑

i=1

ai = 1.

• fi είναι συναρτήσεις πυκνότητας πιθανότητας.

Είναι εύλογο, ότι λόγο της γραμμικότητας του ολοκληρώματος, αν συμβολίσουμε με F (x) την
συνάρτηση κατανομής της τυχαίας μεταβλητής X και με Fi(x) τις συναρτήσεις κατανομής των fi,
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τότε θα έχουμε:

F (x) = a1 · F1(x) + ...+ an · Fn(x) =
n∑

i=1

ai · Fi(x) ∀x ∈ R.

Πλέον είμαστε σε θέση να διατυπώσουμε τον αλγόριθμο της μεθόδου σύνθεσης.

Αλγόριθμος μεθόδου σύνθεσης.

1. Προσομοιώνουμε μια τυχαία τιμή i απο την τυχαία μεταβλητή J, για την οποία ισχύει
P (J = i) = ai.

2. Προσομοιώνουμε X ∼ Fi.

Πρίν προχωρήσουμε στην ανάπτυξη ενός παραδείγματος, για την εμπέδωση του αλγορίθμου της

μεθόδου σύνθεσης, θα δούμε ότι πράγματι οι τιμές που μας δίνει ακολουθούν την κατανομή F,
δηλαδή για ένα σταθερό x θέλουμε να δείξουμε ότι ισχύει P (X ⩽ x) = F (x). Πρός αυτήν την
κατεύθυνση έχουμε τους εξής υπολογισμούς:

P (X ⩽ x) =
n∑

i=1

P (X ⩽ x | J = i) · P (J = i)

=
n∑

i=1

P (X ⩽ x | J = i) · ai

=
n∑

i=1

Fi(x) · ai = F (x).

Παρατηρήσεις:

1. ΄Ενας αποτελεσματικός τρόπος για την επίτευξη του πρώτου βήματος του αλγορίθμου, είναι

να προσομοιώσουμε έναν τυχαίο αριθμό u ∼ U(0, 1) και στην συνέχεια να ορίσουμε:

J =



1, εάν u ⩽ a1

2, εάν a1 < u ⩽ a2

.

.

i, εάν ai−1 < u ⩽ ai

.

.

n, εάν u > an−1.

2. Για το δεύτερο βήμα, έχουμε την δυνατότητα να προσομοιώσουμε από τις κατανομές Fi με

κάποια από τις μεθόδους που μάθαμε, όπως είναι η μέθοδος αντιστροφής που είδαμε στην

Ενότητα 2.2.

Παράδειγμα 2.11 ΄Εστω X μια τυχαία μεταβλητή με συνάρτηση πυκνότητας πιθανότητας:

f(x) =


x+ 1, εάν − 1 ⩽ x < 0

−x+ 1, εάν 0 ⩽ x ⩽ 1

0, οπουδήποτε αλλού.
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Τότε με την βοήθεια της δείκτριας συνάρτησης, μπορούμε να γράψουμε την f(x) ως:

f(x) = 0.5 · 2(x+ 1) · I{−1,0}(x) + 0.5 · 2(−x+ 1) · I{0,1}(x)
= a1 · f1(x) + a2 · f2(x).

Εύκολα μπορούμε να αποδείξουμε ότι ικανοποιούνται οι προϋποθέσεις της μεθόδου μας, δηλαδή οι

f1, f2 είναι συναρτήσεις πυκνότητας πιθανότητας και a1 + a2 = 0.5 + 0.5 = 1. Επομένως το μόνο
που μας απομένει, είναι να βρούμε έναν τρόπο να προσομοιώσουμε τυχαίες τιμές για τις κατανομές

F1 και F2. ΄Ετσι λοιπόν θα χρησιμοποιήσουμε την μέθοδο αντιστροφής, όπου για u ∼ U(0, 1) θα
έχουμε:

• F1(x) = x2 + 2x+ 1 ⇒ F−1
1 (u) =

√
u− 1.

• F2(x) = −x2 + 2x ⇒ F−1
2 (u) = 1−

√
1− u.

Απο το Διάγραμμα 2.13 παρατηρούμε ότι η προσομοίωση μέσω της μεθόδου σύνθεσης ήταν απο-

τελεσματική. Ο κώδικας που χρησιμοποιήσαμε στην R για την προσομοίωση 10000 τιμών, μέσω
της μεθόδου σύνθεσης, είναι ο εξής:

> x1<−seq ( −1 ,0 ,0 .001) ; x2<−seq ( 0 , 1 , 0 . 0 01 ) ; x<−rep (0 ,10000)
> f1<−f unc t i on (x ){ x + 1} ; f2<−f unc t i on (x ){ −x + 1}
> f o r ( i in 1 : l ength (x ) ) { u1<−r un i f ( 1 ) ; u2<−r un i f ( 1 )

i f ( u1<=0.5){ x [ i ]<− s q r t ( u2 ) − 1}
e l s e { x [ i ]<−1− s q r t (1−u2 )} }

> h i s t (x , f r e q=F, main=””, ylim=c (0 , 2 ) , xl im=c (−1 ,1))
> l i n e s ( x1 , f 1 ( x1 ) , c o l=”red ”) ; l i n e s ( x2 , f 2 ( x2 ) , c o l=”red ”)

Διάγραμμα 2.13: Ιστόγραμμα πυκνοτήτων για τις 10000 τιμές που μας έδωσε η μέθοδος της

σύνθεσης για την τυχαία μεταβλητή X, σε σύγκριση με την πραγματική συνάρτηση πυκνότητας
πιθανότητας f(x) (κόκκινο χρώμα).
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2.4 Μέθοδος Αποδοχής – Απόρριψης

Για την μέθοδο αντιστροφής, όπως είδαμε στην Ενότητα 2.2, αν θέλουμε να παράξουμε ένα τυχα-

ίο δείγμα από την τυχαία μεταβλητή X με συνάρτηση πυκνότητας πιθανότητας f(x), τότε πρέπει
αναγκαστικά να μπορούμε να έχουμε έναν αναλυτικό τύπο για την συνάρτηση κατανομής F(x) και
για την αντίστροφη της. ΄Ομως υπάρχουν περιπτώσεις κατανομών που δεν μπορεί να υπολογιστεί

αναλυτικά η αντίστροφη συνάρτηση κατανομής, όπως για παράδειγμα συμβαίνει όταν η τυχαία με-

ταβλητή ακολουθεί την κανονική κατανομή. Για τον σκοπό αυτό υπάρχει μια πολύ ισχυρή μέθοδος

που ονομάζεται μέθοδος αποδοχής – απόρριψης και μας παρέχει την δυνατότητα να δημιουργήσου-

με τυχαίο δείγμα μιας τυχαίας μεταβλητής X έμμεσα μέσω μια άλλης τυχαίας μεταβλητής Y που
έχει συνάρτηση πυκνότητας πιθανότητας g(x). Για την υλοποίηση της μεθόδου χρειαζόμαστε:

• Να γνωρίζουμε την συναρτησιακή μορφή της συνάρτησης πυκνότητας πιθανότητας της τυ-
χαίας μεταβλητής X, την οποία και καλούμε πυκνότητα στόχος.

• Μια προτεινόμενη κατανομή g, μέσω της οποίας θα μπορούμε να προσομοιώσουμε τυχαίες
τιμές σχετικά εύκολα.

΄Εστω λοιπόν ότι έχουμε στα χέρια μας την προτεινόμενη κατανομή g και την κατανομή στοχο f .
Για να λειτουργήσει η μέθοδος είναι απαραίτητο να ισχύουν δύο προϋποθέσεις:

• Το στήριγμα της πυκνότητας g να είναι τουλάχιστον ίδιο με αυτό της f , δηλαδή να
ισχύει Sf ⊆ Sg.

• Ο λόγος
f(x)

g(x)
να είναι φραγμένος από μια σταθερά c, δηλαδή να ισχύει:

f(x)

g(x)
⩽ c ∀ x ∈ Sg.

Παρατηρήσεις:

1. Ως στήριγμα της συνάρτησης πιθανότητας f ορίζουμε το σύνολο

Sf = { x ∈ X , f(x) > 0 },

όπου με X έχουμε συμβολίσει το πεδίο ορισμού της συνάρτησης πυκνότητας πιθα-
νότητας f(x). Με τον ίδιο ακριβώς τρόπο ορίζεται αντίστοιχα και το στήριγμα της
συνάρτησης πυκνότητας πιθανότητας g(x) ως

Sg = { x ∈ Y , g(x) > 0 }.

Για πρακτικούς λόγους μπορούμε να θεωρήσουμε ότι το πεδίο ορισμού των δύο συναρ-

τήσεων ταυτίζεται με τα στηρίγματα τους.

2. Από τον τρόπο που ορίσαμε την σταθερά c, μπορούμε να εξάγουμε το συμπέρασμα ότι
θα πρέπει να ισχύει c ≥ 1. Πράγματι έχουμε:

f(x) ⩽ c · g(x) ⇒
∫
Sg

f(x) dx ⩽ c

∫
Sg

g(x) dx

⇒
∫
Sf

f(x) dx+

∫
Sg−Sf

f(x) dx ⩽ c · 1 ⇒ 1 + 0 ⩽ c

⇒ c ≥ 1.
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Παρακάτω παρουσιάζουμε τον αλγόριθμο της μεθόδου αποδοχής-απόρριψης:

Αλγόριθμος αποδοχής – απόρριψης για συνεχής κατανομές

1. Παράγουμε έναν τυχαίο αριθμό από την προτεινόμενη κατανομή g, δηλαδή y ∼ g.

2. Παράγουμε έναν αριθμό u από την ομοιόμορφη κατανομή στο διαστημα (0,1).

3. Αν ισχύει u ⩽
1

c

f(y)

g(y)
τότε θέτουμε x=y, διαφορετικά επιστρέφουμε στο βήμα 1.

Επομένως είναι ξεκάθαρο ότι σε κάθε επανάληψη του αλγόριθμου αποδεχόμαστε ή απορρίπτουμε,

ανεξάρτητα από τις άλλες επαναλήψεις, την τυχαία τιμή που προσομοιώσαμε εύκολα από την προ-

τεινόμενη κατανομή g. Το ερώτημα που προκύπτει άμεσα είναι με ποιά πιθανότητα αποδεχόμαστε
έναν αριθμό x = y. Προς αυτήν την κατεύθυνση θα δούμε και πόσο σημαντικό ρόλο διαδραμα-
τίζει και η σταθερά c που ορίσαμε παραπάνω. ΄Εστω λοιπόν Α το ενδεχόμενο αποδοχής, τότε θα
έχουμε:

P (A) = P ( U ⩽
1

c

f(y)

g(y)
) =

∫
Sg

f(y)⧸cg(y)∫
0

g(y) du dy

=

∫
Sg

f(y)

cg(y)
g(y) dy =

1

c

∫
Sg

f(y) dy =
1

c
.

΄Ετσι καταλήγουμε σε μια πολύ σημαντική παρατήρηση που αφορά την αποτελεσματικότητα του

αλγορίθμου μας, καθώς το συμπέρασμα που βγάλαμε μας λέει ότι όσο πιο κοντά στην μονάδα

βρίσκεται αυτή η σταθερά c τόσο πιο αποτελεσματικός θα είναι και ο αλγόριθμος μας. Με άλλα
λόγια από τον τρόπο που ορίσαμε το c θα θέλαμε η συνάρτηση πυκνότητας πιθανότητας g(x) να
“μοιάζει” με την συνάρτηση πυκνότητας πιθανότητας f(x). ΄Επομένως θέλουμε την μικρότερη
δυνατή τιμή που μπορεί να πάρει το c, όπου υπολογίζεται μέσω της σχέσης:

c = sup{ f(x)

g(x)
, x ∈ Sg },

όπου με sup έχουμε συμβολίσει το μικρότερο άνω φράγμα αυτού του συνόλου.
Πριν προχωρήσουμε στην αυστηρή μαθηματική απόδειξη της μεθόδου αποδοχής – απόρριψης,

είναι σημαντικό να κάνουμε και άλλη μια παρατήρηση. Εφόσον ο αριθμός που προέρχεται από την

προτεινόμενη κατανομή g γίνεται δεκτός ανεξάρτητα από το αν οι άλλοι αριθμοί έγιναν και αυτοί
δεκτοί ή απορρίφθηκαν, με πιθανότητα 1⧸c, έχουμε το συμπέρασμα ότι το πλήθος Ν των επανα-
λήψεων του αλγορίθμου μέχρι την αποδοχή ενός αριθμού ακολουθεί την γεωμετρική κατανομή με

πιθανότητα επιτυχίας 1⧸c. ΄Ομως γνωρίζουμε ότι η αναμενόμενη τιμή που λαμβάνει μια τυχαία
μεταβλητή X που ακολουθεί την γεωμετρική κατανομή, με πιθανότητα επιτυχίας p, είναι ίση με την
ποσότητα 1⧸p. Επομένως στην μέθοδο μας, θα ισχύει E[N ] = c, δηλαδή ο αλγόριθμος κατά μέσο
όρο κάνει αποδεκτό κάποιον αριθμό ανά c επαναλήψεις. Από το παραπάνω συλλογισμό βλέπουμε
και πάλι ότι επιθυμούμε να έχουμε μια τιμή στην σταθερά c όσο πιο κοντά στην μονάδα μπορούμε,
έτσι ώστε να αποφύγουμε ένα μεγάλο υπολογιστικό κόστος.

Τώρα είμαστε σε θέση να αποδείξουμε ότι ο αλγόριθμος μας λειτουργεί σωστά, δηλαδή ότι τα
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x που εξάγει ο αλγόριθμος προέρχονται από την κατανομή στόχο f . ΄Εχουμε λοιπόν:

P (X ⩽ x) = P (Y ⩽ x | U ≤ 1

c

f(y)

g(y)
)

=

P (Y ⩽ x, U ⩽
1

c

f(y)

g(y)
)

P (U ⩽
1

c

f(y)

g(y)
)

,

όπου στην τελευταία ισότητα το μόνο που κάναμε είναι να χρησιμοποιήσουμε τον ορισμό της

δεσμευμένης πιθανότητας. Τον παρανομαστή τον συναντήσαμε προηγουμένως και δείξαμε ότι

ισχύει:

P (U ⩽
1

c

f(y)

g(y)
) =

1

c
.

Επομένως μένει να δούμε τι μας δίνει ο αριθμητής. ΄Εχουμε λοιπόν:

P (Y ⩽ x, U ⩽
1

c

f(y)

g(y)
) =

x∫
−∞

f(y)⧸cg(y)∫
0

g(y) du dy

=

∫ x

−∞

1

c

f(y)

g(y)
)g(y)dy

=
1

c

∫ x

−∞
f(y)dy.

΄Αρα καταλήγουμε στο συμπέρασμα ότι

P (X ⩽ x) =

1

c

∫ x

−∞ f(y)dy

1

c

=

∫ x

−∞
f(y)dy.

΄Ετσι δείξαμε ότι όντως η τυχαία μεταβλητή Χ που εξάγει ο αλγόριθμος μας, ακολουθεί την κατα-

νομή στόχο f . Πάμε τώρα να δούμε μια βασική εφαρμογή αυτής της μεθόδου για να κατανοήσουμε
και καλύτερα όλες αυτές τις θεωρητικές σκέψεις που έχουμε δεί.

Παράδειγμα 2.12 ΄Εστω X μια συνεχής τυχαία μεταβλητή με συνάρτηση πυκνότητας πιθα-
νότητας

f(x) =

{
−2(x− 1), x ∈ (0, 1)

0, x ̸∈ (0, 1).

Μια πρώτη σκέψη για την προτεινόμενη κατανομή g αποτελεί η ομοιόμορφη κατανομή στο διάστημα
(0,1). Επιλέγοντας ως προτεινόμενη κατανομή την U(0,1) ικανοποιούνται οι δύο προϋποθέσεις της
μεθόδου μας. Πράγματι έχουν το ίδιο στήριγμα, καθώς f(x), g(x) > 0 ∀x ∈ (0, 1). Επιπλέον αν
σχηματίσουμε τον λόγο αυτών των δύο συναρτήσεων, βλέπουμε ότι

f(x)

g(x)
=

f(x)

1
< 2 ∀x ∈ (0, 1).
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Επομένως μπορούμε να εφαρμόσουμε τον αλγόριθμο της μεθόδου αποδοχής – απόρριψης με την

σταθερά c να παίρνει την τιμή 2. Με αυτήν την επιλογή της προτεινόμενης κατανομής g γνω-
ρίζουμε ότι όταν εφαρμόσουμε τον αλγόριθμο μας, θα γίνεται αποδεκτή μια τυχαία τιμή της U(0,1)
με πιθανότητα 50% και θα χρειάζονται κατά μέσο όρο δύο επαναλήψεις του αλγορίθμου μέχρι
να γίνει αποδεκτή μια τυχαία τιμή. Αυτό το φαινόμενο επαληθεύεται και από τα αποτελέσμα-

τα που παίρνουμε, καθώς για την προσομοίωση 10000 τιμών χρειάστηκαν 20021 τιμές από την

προτεινομένη κατανομή. Επομένως, ο αλγόριθμος που μόλις εκτελέσαμε μας παρέχει μεγάλο υπο-

λογιστικό κόστος, μιας και απορρίψαμε 10021 τιμές. Παρ΄ όλα αυτά το ιστόγραμμα πυκνοτήτων

που κατασκευάσαμε στο Διάγραμμα 2.14 για τις 10000 προσομοιωμένες τιμές, σε σύγκριση με την

πραγματική συνάρτηση πυκνότητας πιθανότητας f(x) είναι αρκετά ικανοποιητικό. Ο κώδικας που
χρησιμοποιήσαμε είναι ο ακόλουθος:

> x<−seq ( 0 , 0 . 9 9 , 0 . 0 1 ) ; c<−2 ; f<−f unc t i on (x){−2∗(x−1)}
> j<−1 ; i<−1 ; x1<−c ( )
> whi le ( i <10000){ u<−r un i f ( 1 ) ; y<−r un i f ( 1 )
i f (u∗2<=f (y ) ){ x1 [ i ]= y ; i<−i+1 }
j<−j+1}

> h i s t ( x1 , f r e q=F, main=””, ylim=c (0 , 2 ) )
> l i n e s (x , f ( x ) , c o l=”red ”)
> j
[ 1 ] 20021

Διάγραμμα 2.14: Ιστόγραμμα πυκνοτήτων για τις 10000 τιμές που προέκυψαν από την μέθοδο

αποδοχής – απόρριψης, ενώ με κόκκινο χρώμα έχει σχεδιαστεί η πραγματική συνάρτηση πυκνότητας

πιθανότητας f(x).
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Παράδειγμα 2.13 Σκοπός μας είναι να παράξουμε ένα τυχαίο δείγμα από την κανονική κατα-

νομή N (µ, σ2). ΄Ομως όπως είχαμε αναφέρει και στην προσπάθεια μας να προσομοιώσουμε την
κανονική κατανομή με την μέθοδο της αντιστροφής, μας αρκεί να παράξουμε ένα τυχαίο δείγμα

που ακολουθεί την τυποποιημένη κανονική κατανομή N (0, 1), καθώς αν η τυχαία μεταβλητή
X ∼ N (0,1) τότε μ + σX ∼ N (μ,σ2). Η τυποποιημένη κανονική κατανομή έχει συνάρτηση
πυκνότητας πιθανότητας:

f(x) =
1√
2π

e
−
x2

2 , x ∈ R.

Αρχικά ψάχνουμε μια προτεινόμενη κατανομή g η οποία παίρνει γνήσια θετικές τιμές στο R. Μια
πρώτη επιλογή που μπορούμε να κάνουμε είναι η διπλή εκθετική κατανομή με παράμετρο λ = 1, η
οποία έχει συνάρτηση πυκνότητας πιθανότητας

g(x) =
1

2
e−|x|, x ∈ R.

Επόμενο βήμα είναι να βρούμε την σταθερά c όπου ορίζεται ως:

c := sup
x∈R

{f(x)
g(x)

} = sup
x∈R

√
2

π
e
−
x2

2
+|x|

=

√
2

π
sup
x∈R

e
−
x2

2
+|x|

.

΄Ομως παρατηρούμε ότι στον εκθέτη μπορούμε να προσθέσουμε και να αφαιρέσουμε τον αριθμό

1⧸2 και να προκύψει ένα τέλειο τετράγωνο. Πράγματι ισχύει ότι

−x2

2
+ |x| − 1

2
+

1

2
= −(|x|+ 1)2

2
+

1

2
.

΄Ετσι προκύπτει ότι:

c = sup
x∈R

{ f(x)

g(x)
} =

√
2

π
sup
x∈R

e
−
(|x|+ 1)2

2
+
1

2

=

√
2e

π
sup
x∈R

e
−
(|x|+ 1)2

2 =

√
2e

π
,

όπου για την τελευταία ισότητα χρησιμοποιήσαμε το γεγονός ότι ισχύει

sup
x∈R

e
−
(|x|+ 1)2

2 = 1.

΄Αρα καταλήγουμε ότι η μικρότερη δυνατή τιμή που μπορεί να πάρει το c είναι η:

c =

√
2e

π
≈ 1.315.

΄Επομένως παρατηρούμε ότι η τιμή της σταθεράς c είναι αρκετά ικανοποιητική, καθώς σύμφωνα με
την θεωρία της μεθόδου μας η πιθανότητα αποδοχής μιας τυχαίας τιμής από την διπλή εκθετική

κατανομή θα είναι ίση με 1⧸c = 1⧸1.315 = 76%. Το συμπέρασμα αυτό το περιμέναμε, καθώς
αν σχεδιάσουμε τις δύο συναρτήσεις πυκνότητας πιθανότητας θα παρατηρήσουμε ότι η διπλή εκ-

θετική κατανομή με παράμετρο λ =1 “μοιάζει” αρκετά με την τυποποιημένη κανονική κατανομή.
΄Αρα η ελάχιστη σταθερά c που θα χρειαζόμασταν έτσι ώστε η εικόνα της συνάρτησης πυκνότη-
τας πιθανότητας g(x) πολλαπλασιασμένη με αυτήν την σταθερά να είναι πάντα μεγαλύτερη απο

46



την συνάρτηση πυκνότητας πιθανότητας f(x), ήταν λογικό να βρίσκεται αρκετά κοντά στην μο-
νάδα. ΄Επειτα παραθέτουμε τον κώδικα που χρησιμοποιήσαμε στην R για την οπτικοποίηση των
συναρτήσεων πυκνότητας πιθανότητας f(x) και g(x), που βλέπουμε στο Διάγραμμα 2.15.

> par (mfrow=c (1 , 2 ) )
> c=1.315
> x<−seq ( −5 ,5 ,0 .05)
> f<−f unc t i on (x ){ (1/ sq r t (2∗ pi ) )∗ exp(−xˆ2/2)}
> g<−f unc t i on (x ){1/2∗ exp(−abs (x ) )}
> p lo t (x , f ( x ) , type=” l ” , ylim=c ( 0 , 0 . 6 ) )
> l i n e s (x , g ( x ) , c o l=”red ”)
> l egend (” top r i gh t ” , l egend = c (” f ( x )” ,” g (x ) ” ) ,

lwd = 3 , c o l = c (” black ” ,” red ”) )
> p lo t (x , f ( x ) , type=” l ” , ylim=c ( 0 , 0 . 6 ) )
> l egend (” top r i gh t ” , l egend = c (” f ( x )” ,” c g (x ) ” ) ,

lwd = 3 , c o l = c (” black ” ,” red ”) )
> l i n e s (x , c∗g (x ) , c o l=”red ”)

Διάγραμμα 2.15: Στο αριστερό διάγραμμα έχουμε σχεδιάσει με μαύρο και κόκκινο χρώμα, τις γρα-

φικές παραστάσεις της συνάρτησης πυκνότητας πιθανότητας f(x) και της συνάρτησης πυκνότητας
πιθανότητας g(x) αντίστοιχα. Ενώ στο δεξί διάγραμμα έχουμε ξανασχεδιάσει τις ίδιες γραφι-
κές παραστάσεις, μόνο που αυτήν την φορά έχουμε πολλαπλασιάσει την συνάρτηση πυκνότητας

πιθανότητας g(x) με την σταθερά c = 1.315.

Τώρα το μόνο που μας απομένει για να υλοποιήσουμε την μέθοδο αποδοχής – απόρριψης είναι να
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μπορούμε εύκολα να παράξουμε ένα τυχαίο δείγμα από την διπλή εκθετική κατανομή με παράμετρο

λ = 1. Για τον σκοπό αυτό θα χρησιμοποιήσουμε την μέθοδο αντιστροφής που μελετήσαμε
στην Ενότητα 2.2. Προς αυτήν την κατεύθυνση μπορούμε εύκολα να δείξουμε ότι η συνάρτηση

κατανομής της ορίζεται ως:

F (x) =


1

2
ex, x < 0

1− 1

2
e−x, x ≥ 0,

και επομένως η αντίστροφη συνάρτηση F−1 (u) θα ορίζεται ως:

F−1(u) =

{
log(2u), 0 < u < 0.5

− log(2(1− u)), 0.5 ⩽ u < 1.

Οπότε, σύμφωνα με την μέθοδο αντιστροφής, αν έχουμε ui ∼ U(0, 1), τότε καταλήγουμε ότι οι
τιμές yi, με i ≥ 1, που υπολογίζονται μέσω της σχέσης:

yi := F−1(ui) =

{
log(2ui), 0 < ui < 0.5

− log(2(1− ui)), 0.5 ⩽ ui < 1,

θα προέρχονται από την διπλή εκθετική κατανομή με λ = 1. Στην συνέχεια με την βοήθεια της
R, με σκοπό να προσομοιώσουμε 10000 τιμές για την τυποποιημένη κανονική κατανομή, παρα-
τηρούμε ότι προσομοιώσαμε 13205 τιμές για την διπλή εκθετική κατανομή, όπου φτιάχνοντας το

ιστόγραμμα πυκνοτήτων αυτών των τιμών, αριστερό γράφημα του Διαγράμματος 2.16, βλέπουμε

ότι κατανέμονται όπως περιμέναμε. Να σημειώσουμε ότι ο αριθμός 13205 είναι απόλυτα λογικός,

μιας και από την τιμή της σταθεράς c αναμέναμε να χρειαστούν 13150 τιμές από την διπλή εκθετική
κατανομή. Επιπλέον παρατηρούμε από το ιστόγραμμα πυκνοτήτων των 10000 τιμών που προσο-

μοιώσαμε με χρήση της μεθόδου αποδοχής – απόρριψης, δεξί γράφημα του Διαγράμματος 2.16, ότι

όντως προέρχονται από την τυποποιημένη κανονική κατανομή. Ο κώδικας που χρησιμοποιήσαμε

είναι ο εξής:

> par (mfrow=c (1 , 2 ) ) ; x1<−seq ( −5 ,5 ,0 .05)
> f<−f unc t i on (x ){ (1/ sq r t (2∗ pi ) )∗ exp(−xˆ2/2)}
> g<−f unc t i on (x ){1/2∗ exp(−abs (x ) )}
> c<−1.315 ; i=1 ; j=1
> y<−c ( ) ; x<−c ( )
> whi le ( i <10000){

u1<−r un i f ( 1 ) ; u2<−r un i f ( 1 )
i f ( u1<0.5){ y [ j ]<− l og (2∗u1 ) }
e l s e { y [ j ]<− −l og (2∗(1−u1 ) )}
i f ( u2<=(f ( y [ j ] ) / ( c∗g (y [ j ] ) ) ) ) {
x [ i ]=y [ j ] ; i=i+1 }
j=j+1 }

> h i s t (y , f r e q=F, xlim=c (−5 ,5) ,main=””)
> l i n e s ( x1 , g ( x1 ) , c o l=”red ”)
> h i s t (x , f r e q=F, main=””)
> l i n e s ( x1 , dnorm(x1 , 0 , 1 ) , c o l=”red ”)
> j
[ 1 ] 13205
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Διάγραμμα 2.16: Στο αριστερό διάγραμμα βλέπουμε το ιστόγραμμα πυκνοτήτων των 13205 τιμών

που παράξαμε με χρήση της μεθόδου αντιστροφής, σε σύγκριση με την συνάρτηση πυκνότητας

πιθανότητας της διπλής εκθετικής κατανομής με παράμετρο λ = 1 (κόκκινο χρώμα). Στο δεξί
διάγραμμα έχουμε σχεδιάσει το ιστόγραμμα πυκνοτήτων των 10000 τιμών που έγιναν αποδεκτές

από την μέθοδο αποδοχής – απόρριψης, σε σύγκριση με την συνάρτηση πυκνότητας πιθανότητας

της N (0,1) (κόκκινο χρώμα).

Παράδειγμα 2.14 Είχαμε δεί στο Παράδειγμα 2.6, ότι ένας αρκετά αποδοτικός τρόπος για την

παραγωγή τυχαίων αριθμών που ακολουθούν την τυποποιημένη κανονική κατανομή είναι η μέθοδος

Box – Muller. Παρ΄ όλα αυτά, η μέθοδος αυτή περιέχει σε κάθε επανάληψη υπολογισμούς ημιτόνων
και συνημιτόνων, οι οποίοι έχουν αρκετά μεγάλο υπολογιστικό κόστος. Για αυτόν τον λόγο έχει

κατασκευαστεί η μέθοδοςMarsaglia polar, η οποία καταφέρνει την αποφυγή τέτοιων υπολογισμών.
Η πρώτη ενέργεια που θα χρειαστεί να εκτελέσουμε, είναι να προσομοιώσουμε ζεύγη ανεξάρτητων

τυχαίων μεταβλητών (V1, V2), όπου η κάθε μια τυχαία μεταβλητή είναι ομοιόμορφα κατανεμημένη
στο διάστημα (−1, 1), δηλαδή θα ισχύει V1, V2 ∼ U(−1, 1). Στην συνέχεια από τα ανεξάρτητα
ζευγάρια που θα προσομοιώσουμε, θα γίνονται αποδεκτά μόνο εκείνα που βρίσκονται εντός του

μοναδιαίου κύκλου με κέντρο το σημείο (0, 0), όπως έχουμε σχεδιάσει και στο Διάγραμμα 2.17.
Με άλλα λόγια θα αποδεχόμαστε τα ζεύγη που ικανοποιούν την σχέση:

V 2
1 + V 2

2 ⩽ 1.

Επειδή τα σημεία που αποδεχόμαστε, κατανέμονται ομοιόμορφα μέσα στον μοναδιαίο κύκλο, ο

οποίος έχει εμβαδόν ίσο με π, έχουμε ότι η από κοινού συνάρτηση πυκνότητας πιθανότητας θα
είναι:

fV1,V2(v1, v2) =


1

π
, εάν v21 + v22 ⩽ 1

0, εάν v21 + v22 > 1.
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΄Εστω (R2,Θ) οι πολικές συντεταγμένες του σημείου (V1, V2), δηλαδή ισχύει:

R2 = V 2
1 + V 2

2 , Θ = arctan(
V2

V1

).

Τότε μπορούμε να δείξουμε ότι R2 ∼ U(0, 1) καιΘ ∼ U(0, 2π). Πράγματι, η από κοινού συνάρτηση
πυκνότητας πιθανότητας των (R2,Θ) είναι:

fR2,Θ(r, θ) = fV1,V2(
√
rcos(θ),

√
rsin(θ)) ·

∣∣∣∣∣∣
∂
√
rcos(θ)
∂r

∂
√
rcos(θ)
∂θ

∂
√
rsin(θ)
∂r

∂
√
rsin(θ)
∂θ

∣∣∣∣∣∣
=

1

2π
όπου r ∈ (0, 1), θ ∈ [0, 2π],

όπου εύκολα μπορούμε να παρατηρήσουμε ότι η από κοινού συνάρτηση πυκνότητας των τυχαίων

μεταβλητών R2
και Θ μπορεί να γραφτεί ως:

fR2,Θ(r, θ) = 1 · 1

2π
= fR2(r) · fΘ(θ).

΄Οπως είχαμε δεί στο Παράδειγμα 2.6, αν προσομοιώσουμε δύο ανεξάρτητα μεταξύ τους δείγματα

u1,1, u1,2, ..., u1,n και u2,1, u2,2, ..., u2,n από δύο ομοιόμορφες κατανομές στο διάστημα (0, 1), τότε
θέτουμε:

• x1,i = −
√

2ln(u1,i) · cos(2πu2,i) ∀ i = 1, .., n.

• x2,i = −
√

2ln(u1,i) · sin(2πu2,i) ∀ i = 1, .., n.

Επομένως ο αλγόριθμος Box – Muller χρειάζεται τον υπολογισμό ενός ημιτόνου και ενός συνη-
μιτόνου μιας ομοιόμορφης κατανεμημένης γωνίας στο διάστημα (0, 2π). ΄Ομως, εμείς δείξαμε ότι
η τυχαία μεταβλητή Θ είναι μια ομοιόμορφα κατανεμημένη γωνία στο διάστημα (0, 2π) και μπορεί
να υπολογιστεί, όπως διακρίνουμε και από το Διάγραμμα 2.17, από τις σχέσεις:

cos(Θ) =
V1√

V 2
1 + V 2

2

, sin(Θ) =
V2√

V 2
1 + V 2

2

.

Επίσης δείξαμε ότι η τυχαία μεταβλητή R2
ακολουθεί την ομοιόμορφη κατανομή στο διάστημα

(0, 1), οπότε μπορούμε να αντικαταστήσουμε την τυχαία μεταβλητή U1 της μεθόδου Box – Muller
με την R2. Οπότε ο αλγόριθμος της μεθόδου Marsaglia polar θα έχει ως εξής:

1. Προσομοιώνουμε V1, V2 ∼ U(0, 1).

2. Αν ισχύει V 2
1 + V 2

2 ⩽ 1 προχωράμε στο βήμα 3, αλλιώς επιστρέφουμε στο βήμα 1.

3. Θέτουμε:

• X1 =
V1

R
·
√

−2ln(R2).

• X2 =
V2

R
·
√

−2ln(R2).
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Διάγραμμα 2.17: Με διακεκομμένες γραμμές έχουμε σχεδιάσει το τετράγωνο πλευράς μήκους 2,

με κέντρο το σημείο (0, 0), στο οποίο βρίσκονται τα αρχικά ζεύγη (V1, V2) που προσομοιώνουμε,
όπου αποδεχόμαστε μόνο αυτά που βρίσκονται στο εσωτερικό του μοναδιαίου κύκλου με κέντρο το

σημείο (0, 0) (κόκκινο χρώμα). Επίσης βλέπουμε τις πολικές συντεταγμένες ενός σημείου (V1, V2)
που αποδεχτήκαμε.

Παρατηρήσεις:

• Η πιθανότητα αποδοχής ενός ζεύγους, στο βήμα 2 του αλγορίθμου, είναι ίση με π⧸4. Πράγ-
ματι έχουμε:

P (V 2
1 + V 2

2 ⩽ 1) = P (−
√

1− V 2
2 ⩽ V1 ⩽

√
1− V 2

2 ) =

1∫
−1

√
1−V 2

2∫
−
√

1−V 2
2

1

4
dV1 dV2

=
1

2

1∫
−1

√
1− V 2

2 dV2 =
1

2
· π
2
=

π

4
,

όπου στην προτελευταία ισότητα χρησιμοποιήσαμε ότι το ζητούμενο ολοκλήρωμα είναι ίσο

με το μισό εμβαδόν του μοναδιαίου κύκλου.

• Εφόσον δείξαμε ότι η πιθανότητα αποδοχής είναι ίση με π⧸4, γνωρίζουμε ότι ο αναμενόμενος
αριθμός επαναλήψεων, μέχρι να γίνει αποδεκτό κάποιο ζεύγος, είναι ίσος με περίπου 1.27

επαναλήψεις.

Οπότε εφαρμόζουμε τον αλγόριθμο Marsaglia polar για να προσομοιώσουμε 10000 ζεύγη τιμών
που προέρχονται από την N (0, 1), όπως βλέπουμε και στο Διάγραμμα 2.18. Επίσης παρατηρούμε
ότι χρειάστηκαν 12731 επαναλήψεις του αλγορίθμου για να προσομοιώσουμε τα 10000 ζεύγη. Ο

αριθμός αυτός είναι πολύ κοντά στην θεωρητική τιμή των περίπου 12700 τιμών που αναμέναμε. Ο
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κώδικας που χρησιμοποιήσαμε στην R για την εκτέλεση του αλγορίθμου της μεθόδου Marsaglia
polar είναι ο εξής:

> x=seq ( −5 ,5 ,0 .01)
> x1<−c ( ) ; x2<−c ( )
> j<−1 ; i<−1
> whi le ( i <10000){
v1<−r un i f (1 ,−1 ,1) ; v2<−r un i f (1 ,−1 ,1)
i f ( v1ˆ2+v2ˆ2<=1){
r<−s q r t ( v1ˆ2+v2 ˆ2)
x1 [ i ]<−v1∗ s q r t (−2∗ l og ( r ˆ2))/ r ; x2 [ i ]<−v2∗ s q r t (−2∗ l og ( r ˆ2))/ r
i=i+1}
j=j+1 }

> par (mfrow=c (1 , 2 ) )
> h i s t ( x1 , f r e q=F, xlim=c (−4 ,4) ,main=””)
> l i n e s (x , dnorm(x , 0 , 1 ) , c o l=”red ”)
> h i s t ( x2 , f r e q=F, xlim=c (−4 ,4) ,main=””)
> l i n e s (x , dnorm(x , 0 , 1 ) , c o l=”red ”)
> j
[ 1 ] 12731

Διάγραμμα 2.18: Ιστόγραμματα πυκνοτήτων για τις 10000 και 10000 τιμές που προσομοιώσαμε με

χρήση του αλγορίθμου Marsaglia polar, σε σύγκριση με την συνάρτηση πυκνότητας πιθανότητας
της N (0,1) (κόκκινες καμπύλες).
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Παρατήρηση:

Εφόσον καταφέραμε να παράξουμε τυχαίες τιμές από την N (0,1), μας δίνεται η δυνατότητα να
παράξουμε τυχαίες τιμές και από άλλες συνεχείς κατανομές. Για τον σκοπό αυτό, εκμεταλευόμαστε

κάποιους μετασχηματισμούς που συνδέουν κάποιες συνεχείς κατανομές με την N (0,1).

• Πράγματι μπορούμε να παράξουμε τυχαίες τιμές από την X2
n κατανομή, εκμεταλευόμενοι το

γεγονός ότι εάν:

Xi , i = 1, 2..n ακολουθούν την N (0,1) και είναι ανεξάρτητες, τότε η τυχαία μεταβλητή
Y =

n∑
i=1

Xi ∼ X2
n.

• Επίσης μπορούμε να πάρουμε στα χέρια μας τυχαίες παρατηρήσεις από την Student κατανομή
με n βαθμούς ελευθερίας, λαμβάνοντας υπόψην μας ότι μπορούμε να παράξουμε τυχαίες πα-
ρατηρήσεις από την X ∼ N (0, 1) και από την Y ∼ X2

n . Αυτό το πετυχαίνουμε γνωρίζοντας

ότι η τυχαία μεταβλητή T =
X√
Y

n

∼ tn.

΄Οπως και στην περίπτωση της μεθόδου αντιστροφής που μελετήσαμε, έτσι και εδώ η μέθοδος

αποδοχής – απόρριψης βρίσκει εφαρμογή και στις διακριτές τυχαίες μεταβλητές. ΄Εστω λοιπόν Χ

μια διακριτή τυχαία μεταβλητή με συνάρτηση μάζας πιθανότητας

P (X = i) = pi, i ∈ I.

Σκοπός μας είναι να προσομοιώσουμε τιμές από αυτήν την κατανομή στόχο. Τότε για να υλο-

ποιήσουμε το ζητούμενο μας, θα πρέπει να έχουμε μια τυχαία μεταβλητή Y που να ακολουθεί μια
προτεινόμενη κατανομή Q, από την οποία θα μπορούμε να παράξουμε τυχαίες τιμές εύκολα. Ας
υποθέσουμε ότι η συνάρτηση μάζας πιθανότητας της τυχαίας μεταβλητής Y ορίζεται ως:

Q(Y = j) = qj, j ∈ J ⊇ I.

Τότε όπως και στην συνεχή περίπτωση, θα πρέπει να ισχύουν δύο προϋποθέσεις:

• Αν για κάποιο j ∈ J ισχύει qj = 0 , τότε θα πρέπει να ισχύει pj = 0.

• Ο λόγος
pi
qi
να είναι φραγμένος ∀j ∈ J , από μια σταθερά c < ∞.

Παρακάτω παρουσίαζουμε τον αλγόριθμο αποδοχής – απόρριψης για την περίπτωση διακριτής τυ-

χαίας μεταβλητής.

Αλγόριθμος αποδοχής – απόρριψης για διακριτές κατανομές

1. Παράγουμε μια τυχαία τιμή y από την προτεινόμενη κατανομή Q.

2. Παράγουμε έναν αριθμό u από την ομοιόμορφη κατανομή στο διαστημα (0,1).

3. Αν ισχύει u ⩽
1

c

py
qy
τότε θέτουμε x=y, διαφορετικά επιστρέφουμε στο βήμα 1.

΄Οπως και στην συνεχή περίπτωση, έτσι και εδώ μας ενδιαφέρει να υπολογίσουμε την πιθανότητα

αποδοχής των παρατηρήσεων που θα ακολουθούν την κατανομή στόχο. Η απάντηση θα είναι και
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σε αυτήν την περίπτωση ίση με 1⧸c. Πράγματι αν συμβολίσουμε με Α το ενδεχόμενο αποδοχής,
τότε θα έχουμε:

P (A) =
∑
j∈J

P (A | y = j)P (y = j)

=
∑
j∈J

P (u ⩽
1

c

py
qy

| y = j) · qj

=
∑
j∈J

1

c

pj
qj

· qj

=
1

c

∑
j∈J

pj =
1

c
.

Επομένως σύμφωνα με αυτήν την απόδειξη προκύπτουν δύο πολύ σημαντικά συμπεράσματα:

• Θα πρέπει πάντα να διαλέγουμε το μικρότερο δυνατό c έτσι ώστε να έχουμε την μεγαλύτερη
δυνατή πιθανότητα αποδοχής, με άλλα λόγια θα θέλαμε το c να πλησιάζει όσο το δυνατόν
περισσότερο γίνεται την μονάδα, μιας και εξ΄ ορισμού ισχύει c ≥ 1 καθώς έχουμε∑

j∈J

pj ⩽ c
∑
j∈J

qj ⇒ 1 ⩽ c.

• Εφόσον η τιμή που προέρχεται από την προτεινόμενη κατανομή g γίνεται δεκτή ανεξάρτητα
από το αν οι άλλες τιμές έγιναν και αυτές δεκτές ή απορρίφθηκαν με πιθανότητα 1⧸c, έχουμε
το συμπέρασμα ότι το πλήθος Ν των επαναλήψεων του αλγορίθμου μέχρι την αποδοχή

μιας τιμής, ακολουθεί την γεωμετρική κατανομή με πιθανότητα επιτυχίας 1⧸c και επομένως
έχουμε ότι E[N ] = c. Από τον παραπάνω συλλογισμό βλέπουμε και πάλι ότι επιθυμούμε να
έχουμε μια τιμή στην σταθερά c όσο πιο κοντά στην μονάδα μπορούμε.

Τώρα μας απομένει να αποδείξουμε ότι οι τιμές που γίνονται αποδεκτές έχουν την ίδια κατανομή

με την κατανομή στόχο. Προς αυτήν την κατεύθυνση, για κάθε j ∈ J έχουμε:

P (X = j) = P (Y = j | A)

=
P (Y = j, A)

P (A)

=
P (A | Y = j)P (Y = j)

P (A)
.

΄Ομως από την προηγούμενη απόδείξη έχουμε ότι

P (A | Y = j) =
pj
cqj

, P (A) =
1

c
.

Επομένως έχουμε ότι

P (X = j) =

pj
cqj

qj

1

c

= pj.

Ας δούμε τώρα ενα παράδειγμα που χρησιμοποιήσαμε και για την μέθοδο της αντιστροφής για

διακριτές τυχαίες μεταβλητές.
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Παράδειγμα 2.15 ΄Εστω Χ μια διακριτή τυχαία μεταβλητή με συνάρτηση μάζας πιθανότητας

f(k) = P (X = k) = pk, k = 1, 2, 3, 4, 5.

΄Οπου p1 = 0.1, p2 = 0.15, p3 = 0.3, p4 = 0.2, p5 = 0.25.
Ως προτεινόμενη κατανομή μπορούμε να επιλέξουμε την διακριτή ομοιόμορφη κατανομή στο δι-

άστημα [1,5] που έχει συνάρτηση μάζας πιθανότητας

g(k) = qk =
1

5
, k = 1, 2, 3, 4, 5.

Τότε σύμφωνα με τον αλγόριθμο μας θα έχουμε ότι:

c = sup{pk
qk

, k = 1, 2, 3, 4, 5} = sup{5pk , k = 1, 2, 3, 4, 5} = 5 · 0.3 = 1.5.

Σύμφωνα με τον αλγόριθμο μας, αρχικά παράγουμε μια τυχαία τιμή y από την διακριτή ομοιόμορφη
κατανομή στο διάστημα [1,5]. ΄Ενας τρόπος για να το πετύχουμε αυτό στην R είναι να παράξουμε
ένα τυχάιο αριθμό w ∼ U(0, 5) και να πάρουμε τον μικρότερο ακέραιο αριθμό που είναι μεγαλύτερος
ή ίσος από τον αριθμο w. ΄Οπως είχαμε δεί και σε προηγούμενο παράδειγμα, αυτό το καταφέρνουμε
με χρήση της εντολής ceiling. ΄Επειτα παράγουμε μια τυχαία τιμή u ∼ U(0,1) και αποδεχόμαστε
την τιμή y εάν ισχύει:

u ⩽
py

qy · c
=

py
0.3

.

΄Εστω λοιπόν ότι θέλουμε να παράξουμε 1000 τιμές που να ακολουθούν την τυχαία μεταβλητή

Χ. Τότε, σύμφωνα με την θεωρία, αναμένουμε να εκτελέσουμε τον αλγόριθμο μας 1500 φορές,

καθώς γνωρίζουμε ότι ο αναμένομενος αριθμός επαναλήψεων έτσι ώστε να αποδεχτούμε μια τυχαία

τιμή y ∼ g είναι ίσος με c = 1.5. Πράγματι πρατηρούμε ότι χρειαστήκαμε 1485 τιμές που να
προέρχονται από την προτεινόμενη κατανομή. Από το Διάγραμμα 2.19 που εξάγουμε βλέπουμε ότι

η προσομοίωση που κάναμε είναι πολύ αποτελεσματική, καθώς οι πραγματικές πιθανότητες που

δίνει η συνάρτηση μάζας πιθανότητας της τυχαίας μεταβλητής X είναι σχεδόν ίδιες με αυτές που
παίρνουμε από την προσομοίωση που κάναμε. Ο κώδικας που χρησιμοποιήσαμε είναι ο ακόλουθος:

> C<−1.5 ; x<−c ( )
> i<−1 ; j=1
> whi le ( i <1000) {

y<−c e i l i n g ( r un i f ( 1 , 0 , 5 ) )
u<−r un i f ( 1 )
i f (u <= p [ y ] / 0 . 3 ) {

x [ i ]<−y
i<−i +1}

j=j+1}
> X<−t ab l e ( x )
> p<−c ( 0 . 1 , 0 . 1 5 , 0 . 3 , 0 . 2 , 0 . 2 5 )
> compare<−rbind (X/10ˆ3 ,p)
> barp lo t ( compare , main=””, ylab=” r e l a t i v e f r e qu en c i e s ” , xlab=”X”
, ylim=c ( 0 , 0 . 3 5 ) , be s ide=T)
> j
[ 1 ] 1485
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Διάγραμμα 2.19: Ραβδόγραμμα σχετικών συχνοτήτων για τις 1000 τιμές που μας έδωσε η μέθοδος

αποδοχής– απόρριψης (μαύρο χρώμα), σε σύγκριση με τις πραγματικές πιθανότητες (λευκό χρώμα).

2.5 Μέθοδος Προσαρμοσμένης Απόρριψης

Είδαμε στην Ενότητα 2.4 ότι η μέθοδος αποδοχής – απόρριψης μπορεί να λειτουργήσει πολύ

αποτελεσματικά για την προσομοίωση τυχαίων τιμών από μια οποιαδήποτε τυχαία μεταβλητή X
με συνάρτηση πυκνότητας πιθανότητας f(x). Παρ΄ όλα αυτά, σε πρακτικές εφαρμογές, τίθεται το
ζήτημα αν είμαστε σε θέση να βρούμε μια προτεινόμενη συνάρτηση πυκνότητας πιθανότητας g(x),
ώστε να εφαρμόσουμε τον αλγόριθμο. Επομένως θα ήταν χρήσιμο να έχουμε έναν “οδηγό” για
την εύρεση της συνάρτησης πυκνότητας πιθανότητας g(x). Την δυνατότητα αυτή μας την παρέχει
η μέθοδος της προσαρμοσμένης απόρριψης δειγματοληψίας (Adaptive rejection sampling),
όπου και θα μελετήσουμε στην παρούσα ενότητα.

Πριν προχωρήσουμε στον αλγόριθμο της μεθόδου, θα ήταν χρήσιμο να δούμε ποιές είναι οι

βασικές του προϋποθέσεις. Προς αυτήν την κατεύθυνση ας υποθέσουμε ότι ενδιαφερόμαστε να

προσομοιώσουμε τυχαίες τιμές από την τυχαία μεταβλητή X, με συνάρτηση πυκνότητας πιθανότη-
τας f(x) και στήριγμα Sf . Τότε δύο βασικές προϋποθέσεις είναι οι ακόλουθες:

1. Η συνάρτηση πυκνότητας πιθανότητας f(x) να είναι συνεχής και παραγωγίσιμη, ∀x ∈ Sf .

2. Αν θέσουμε h(x) = ln(f(x)), θα πρέπει να είναι κοίλη συνάρτηση, ∀x ∈ Sf . Αυτό σημαίνει
ότι η δεύτερη παράγωγος της συνάρτησης h(x) θα πρέπει να είναι αρνητική, ∀x ∈ Sf .

Παρατηρήσεις:

• Η δεύτερη προϋπόθεση είναι ισοδύναμη με τον ισχυρισμό ότι η συνάρτηση πυκνότητας πιθα-
νότητας f(x) είναι λογαριθμικά κοίλη (log-concave), ∀x ∈ Sf .
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• ΄Ενα μεγάλο θετικό για αυτήν την μέθοδο είναι ότι οι περισσότερες συναρτήσεις πυκνότητας
πιθανότητας γνωστών κατανομών είναι λογαριθμικά κοίλες.

• Το πεδίο ορισμού της συνάρτησης h(x) = ln(f(x)) είναι ίδιο με το στήριγμα της συνάρτησης
πυκνότητας πιθανότητας f(x).

Παράδειγμα 2.16 ΄Εστω μια τυχαία μεταβλητή X που ακολουθεί την κανονική κατανομή με
μέση τιμή µ και τυπική απόκλιση σ > 0, δηλαδή X ∼ N (µ, σ2). Τότε η συνάρτηση πυκνότητας
πιθανότητάς της δίνεται ως:

f(x) =
1

σ
√
2π

e
−
1

2
(
x− µ

σ
)2

, x ∈ R.

Τότε η συνάρτηση h(x) θα ορίζεται ως:

h(x) = ln(
1

σ
√
2π

)− 1

2
(
x− µ

σ
)2, x ∈ R,

όπου εύκολα μπορούμε να δείξουμε ότι ισχύει:

∂2h(x)

∂2x
= −1⧸σ2 < 0, ∀x ∈ R.

Επομένως δείξαμε ότι η συνάρτηση πυκνότητας πιθανότητας της κανονικής κατανομής αποτελεί

ένα παράδειγμα λογαριθμικά κοίλης συνάρτησης.

΄Ενα πρώτο ερώτημα που προκύπτει, αφού ορίσαμε τις προϋποθέσεις της μεθόδου, είναι ο λόγος για

τον οποίο ζητάμε η συνάρτηση πυκνότητας πιθανότητας f(x) να είναι λογαριθμικά κοίλη. Προφα-
νώς η αιτιολόγηση κρύβεται στην επιθυμία μας να κατασκευάσουμε την προτεινόμενη συνάρτηση

πυκνότητας πιθανότητας g(x). Προς αυτήν την κατεύθυνση γνωρίζουμε ότι οι εφαπτομένες μιας
κοίλης συνάρτησης h(x) βρίσκονται πάνω από την γραφική της παράσταση για όλα τα x στο πεδίο
ορισμού της, εκτός από το κοινό τους σημείο, στο οποίο φέρνουμε την κάθε εφαπτομένη. Επο-

μένως αν συμβολίσουμε με εi(x) την εφαπτομένη στην γραφική παράσταση της συνάρτησης h(x)
στο σημείο (xi, h(xi)), θα ισχύει:

h(x) ⩽ εi(x), ∀x ∈ Sf .

Ας θεωρήσουμε ότι παίρνουμε δύο σημεία x1, x2 ∈ Sf , για τα οποία θα ισχύει h
′(x1) > 0 και

h′(x2) < 0. Στην συνέχεια κατασκευάζουμε τις δύο εφαπτομένες που διέρχονται από τα σημεία
(x1, h(x1)) και (x2, h(x2)) αντίστοιχα. Τότε αυτές οι δύο εφαπτομένες θα τέμνονται σε ένα σημείο
(z0, h(z0)). Την τετμημένη του σημείου αυτού μπορούμε να την βρούμε λύνοντας την εξίσωση
ε1(z0) = ε2(z0). Θα έχουμε:

ε1(z0) = ε2(z0) ⇒ h(x1) + (z0 − x1) · h′(x1) = h(x2) + (z0 − x2) · h′(x2)

⇒ z0 =
h(x2)− h(x1) + x1h

′(x1)− x2h
′(x2)

h′(x1)− h′(x2)
.

Τότε αν θεωρήσουμε την συνεχή και κατά τμήματα γραμμική συνάρτηση g−(x) με τύπο:

g−(x) =

{
ε1(x), ∀x ∈ Sf : x < z0

ε2(x), ∀x ∈ Sf : x ≥ z0,
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θα ισχύει h(x) ⩽ g−(x) ∀x ∈ Sf . Επομένως αν ξαναγυρίσουμε στην συνάρτηση f(x), με χρήση
της εκθετικής συνάρτησης, θα ισχύει:

f(x) ⩽ eg
−(x) = g+(x), ∀x ∈ Sf .

Οπότε θα μπορούσαμε να θεωρήσουμε ως προτεινόμενη συνάρτηση πυκνότητας πιθανότητας την:

g(x) =
g+(x)

k
, x ∈ Sf και k =

∫
Sf

g+(x) dx.

Παρατηρήσεις:

• Η συνάρτηση g+(x) και κατ΄ επέκταση η προτεινόμενη συνάρτηση πυκνότητας πιθανότη-
τας g(x), θα είναι τμηματικά εκθετικές συναρτήσεις. Επομένως έχουμε την δυνατότητα να
προσομοιώσουμε τυχαίες τιμές, κάνοντας χρήση της μεθόδου σύνθεσης που είδαμε στην

Ενότητα 2.3 και της μεθόδου αντιστροφής για εκθετικές κατανομές (Παράδειγμα 2.3).

• Για την σταθερά κανονικοποίσησης k της συνάρτησης g+(x), θα ισχύει k ≥ 1. Πράγματι
έχουμε:

f(x) ⩽ g+(x) ⇒
∫
Sf

f(x) dx ⩽
∫
Sf

g+(x) dx ⇒ k ≥ 1.

• Εφόσον καταφέραμε να βρούμε μια προτεινόμενη συνάρτηση πυκνότητας πιθανότητας g(x),
θα πορευτούμε στην συνέχεια με τον αλγόριθμο της μεθόδου αποδοχής–απόρριψης που με-

λετήσαμε στην Ενότητα 2.4, όπου θα επιλέξουμε την σταθερά c να είναι ίση με την σταθερά
κανονικοποίησης k της συνάρτησης g+(x).

΄Αρα ο αλγόριθμος της μεθόδου προσαρμοσμένης απόρριψης θα είναι ο ακόλουθος:

Αλγόριθμος Προσαρμοστικής Απόρριψης

1. Παίρνουμε δύο σημεία x1, x2 ∈ Sf τέτοια ώστε h
′(x1) > 0 και h′(x2) < 0.

2. Ορίζουμε τις εφαπτομένες ε1(x) και ε2(x) στα σημεία (x1, h(x1)), (x2, h(x2)).

3. Βρίσκουμε την τετμημένη z0 του σημείου τομής των δύο εφαπτομένων.

4. Ορίζουμε την συνάρτηση

g−(x) =

{
ε1(x), ∀x ∈ Sf : x < z0

ε2(x), ∀x ∈ Sf : x ≥ z0.

5. Ορίζουμε την συνάρτηση g+(x) = eg
−(x). ΄Επειτα υπολογίζουμε την σταθερά κανονι-

κοποίησης της k.

6. Προσομοιώνουμε μια τυχαία τιμή y ∼ g(x) = g+(x)⧸k (Μέθοδος αντιστροφής).

7. Προσομοιώνουμε μια τυχαία τιμή u ∼ U(0, 1).

8. Αν ισχύει u ⩽
1

k

f(y)

g(y)
=

f(y)

g+(y)
τότε θέτουμε x = y, διαφορετικά επιστρέφουμε στο

βήμα 6.

Ας δούμε ένα παράδειγμα για την καλύτερη κατανόηση της μεθόδου.

58



Παράδειγμα 2.17 ΄Εστω ότι θέλουμε να προσομοιώσουμε τυχαίες τιμές από την κανονική

κατανομή X ∼ N (2, 1), με συνάρτηση πυκνότητας πιθανότητας:

f(x) =
1√
2π

e
−
(x− 2)2

2 , x ∈ R.

Τότε, σύμφωνα με το Παράδειγμα 2.16, γνωρίζουμε ότι η συνάρτηση

h(x) = ln(f(x)) = ln(
1√
2π

)− (x− 2)2

2
, x ∈ R,

θα είναι κοίλη συνάρτηση. ΄Επειτα αν επιλέξουμε x1 = 1 και x2 = 3, μπορούμε εύκολα να δείξουμε
ότι ισχύει h′(1) = 1 > 0 και h′(2) = −1 < 0. Στην συνέχεια αφού φέρουμε τις εφαπτομένες ε1(x)
και ε2(x) στα σημεία (x1, h(x1)), (x2, h(x2)), μπορούμε να δείξουμε ότι η τετμημένη του σημείου
τομής τους, είναι z0 = 2. Επομένως ορίζουμε την κατά τμήματα γραμμική συνάρτηση:

g−(x) =


ε1(x), −∞ < x < 2

ε2(x), 2 ⩽ x < +∞
=


x− 1.5 + ln(1⧸

√
2π), −∞ < x < 2

−x+ 2.5 + ln(1⧸
√
2π), 2 ⩽ x < +∞,

όπου θα ισχύει h(x) ⩽ g−(x), ∀x ∈ R, όπως βλέπουμε και στο Δίαγραμμα 2.20. Το επόμενο

Διάγραμμα 2.20: Με μάυρο χρώμα έχουμε σχεδιάσει την γραφική παράσταση της συνάρτησης

h(x) = ln(f(x)), ενώ με κόκκινο χρώμα έχουμε σχεδιάσει την κατά τμήματα γραμμική συνάρτηση
g−(x).

βήμα που πρέπει να πραγματοποιήσουμε αφορά την κατασκευή της τμηματικά εκθετικής συνάρτησης

g+(x), μέσω της σχέσης:

g+(x) = eg
−(x) =


1√

2π · e3⧸2
· ex, −∞ < x < 2

e5⧸2

√
2π

· e−x, 2 ⩽ x < +∞,
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για την οποία θα ισχύει f(x) ⩽ g+(x), ∀x ∈ R, όπως βλέπουμε και στο Δίαγραμμα 2.21. Ο

Διάγραμμα 2.21: Με μάυρο χρώμα έχουμε σχεδιάσει την γραφική παράσταση της συνάρτησης

πυκνότητας πιθανότητας f(x) της N (2, 1), ενώ με κόκκινο χρώμα έχουμε σχεδιάσει την κατά
τμήματα εκθετική συνάρτηση g+(x).

κώδικας που χρησιμοποιήσαμε στην R για την κατασκευή του Διάγράμματος 2.20 και του Δια-
γράμματος 2.21, είναι ο ακόλουθος:

> x<−seq ( −1 ,5 ,0 .01)
> g <−f unc t i on (x ){

as . numeric (x<2) ∗ ( x + log (1/( sq r t (2∗ pi )) ) −1 .5) +
as . numeric (x>=2) ∗( −x + log (1/( sq r t (2∗ pi ) ) ) + 2 . 5 )}

> h<−f unc t i on (x ){
l og (1/( sq r t (2∗ pi ) ) ) −((((x−2)ˆ2))/2)}

> f<−f unc t i on (x ){ (1/ ( sq r t (2∗ pi ) ) ) ∗ exp ( −((((x−2)ˆ2))/2)) }
> g up<−f unc t i on (x ){
exp ( as . numeric (x<2) ∗ ( x + log (1/( sq r t (2∗ pi )) ) −1 .5) +
as . numeric (x>=2) ( −x + log (1/( sq r t (2∗ pi ) ) ) + 2 . 5 ) )

}
> p lo t (x , h(x ) , type=” l ” , yl im=c (−6 ,0))
> l i n e s (x , g ( x ) , c o l=”red ”)
> l egend (” top r i gh t ” , l egend = c (” g (x )” ,”h(x ) ” ) ,

lwd = 3 , c o l = c (” red ” ,” black ”) )
> p lo t (x , f ( x ) , type=” l ” , ylim=c ( 0 , 0 . 7 ) )
> l i n e s (x , g up (x ) , c o l=”red ”)
> l egend (” top r i gh t ” , l egend = c (” g+(x )” ,” f ( x ) ” ) ,

lwd = 3 , c o l = c (” red ” ,” black ”) )
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Επομένως μπορούμε να επιλέξουμε ως προτεινόμενη συνάρτηση πυκνότητας πιθανότητας την

g(x) = g+(x)⧸k, όπου k είναι η σταθερά κανονικοποίησης. Επομένως υπολογίζουμε την σταθερά
k, με τους εξής υπολογισμούς:

k =

2∫
−∞

1√
2π · e3⧸2

· ex dx +

+∞∫
2

e5⧸2

√
2π

· e−x dx

=
1√

2π · e3⧸2
· e2 +

e5⧸2

√
2π

· e−2 =

√
2e

π
.

Για να προσομοιώσουμε τυχαίες τιμές από την προτεινόμενη κατανομή g(x), θα χρησιμοποιήσουμε
την μέθοδο σύνθεσης που μελετήσαμε στην Ενότητα 2.3. Παρατηρούμε λοιπόν, ότι η συνάρτηση

πυκνότητας πιθανότητας g(x) μπορεί να γραφτεί ως:

g(x) =
1

2
· e

x

e2
I{−∞<x<2} +

1

2
· e

2

ex
I{2⩽x<+∞} =

1

2
· g1(x) +

1

2
· g2(x),

όπου g1(x) και g2(x) είναι συναρτήσεις πυκνότητας πιθανότητας. Με απλές πράξεις μπορούμε να
υπολογίσουμε:

G1(x) = ex · e−2 ⇒ G−1
1 (u) = 2 + ln(u),

G2(x) = 1− e2−x ⇒ G−1
2 (u) = 2− ln(1− u).

Επομένως σύμφωνα με τον αλγόριθμο της μεθόδου σύνθεσης, για να προσομοιώσουμε μια τυχαία

τιμή y από την προτεινόμενη κατανομή g(x), θα ακολουθήσουμε τα εξής βήματα:

1. Προσομοιώνουμε ανεξάρτητα δύο τυχαίες τιμές u1, u2 ∼ U(0, 1).

2. Αν ισχύει u1 ⩽ 0.5, θέτουμε y = 2 + ln(u), αλλιώς θέτουμε y = 2− ln(1− u).

΄Οπως βλέπουμε στο αριστερό ιστόγραμμα πυκνοτήτων του Διαγράμματος 2.22, καταφέραμε να

προσομοιώσουμε 13119 τιμές με την μέθοδο της σύνθεσης για την προτεινόμενη κατανομή g(x).
Στην συνέχεια, αφού προσομοιώσουμε μια τυχαία τιμή u ∼ U(0, 1), αποδεχόμαστε την τιμή y εάν
ισχύει:

u ⩽
f(y)

g+(y)
.

Να σημειώσουμε ότι ο αναμενόμενος αριθμός επαναλήψεων μέχρι την αποδοχή μιας τιμής y από
την προτεινόμενη κατανομή, είναι ίσος με k, όπου k είναι η σταθερά κανονικοποίησης της συνάρ-
τησης g+(x). Στο παράδειγμα μας, έχουμε υπολογίσει ότι η σταθερά κανονικοποίησης k λαμβάνει
την τιμή

√
2e⧸π ≃ 1.32. Οπότε αναμένουμε ότι για να προσομοιώσουμε 10000 τυχαίες τιμές που

να προέρχονται από την N (2, 1), θα χρειαστούμε περίπου 13200 τιμές από την προτεινόμενη κα-
τανομή g(x). Στο δεξί ιστόγραμμα του Διαγράμματος 2.22, βλέπουμε ένα ιστόγραμμα πυκνοτήτων
των 10000 τιμών που καταφέραμε να προσομοιώσουμε για την κατανομή N (2, 1), όπου πράγματι
χρειάστηκαν 13119 τιμές από την προτεινόμενη κατανομή g(x), όπου είναι πολύ κοντά στον αριθ-
μό 13200 που αναμέναμε. Ο κώδικας που χρησιμοποιήσαμε για την υλοποίηση τόσο της μεθόδου

σύνθεσης, για την παραγωγή τυχαίων τιμών από την προτεινόμενη κατανομή g(x), όσο και για
την μέθοδο προσαρμοσμένης απόρριψης, είναι ο ακόλουθος:
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Διάγραμμα 2.22: Στο αριστερό γράφημα βλέπουμε ένα ιστόγραμμα πυκνοτήτων των 13119 τιμών

που προσομοιώσαμε με την μέθοδο της σύνθεσης, ενώ με κόκκινο χρώμα βλέπουμε την συνάρτηση

πυκνότητας πιθανότητας g(x). Στο δεξί γράφημα βλέπουμε ένα ιστόγραμμα πυκνοτήτων των 10000
τιμών που προσομοιώσαμε με την μέθοδο προσαρμοσμένης απόρριψης, ενώ με κόκκινο χρώμα

βλέπουμε την συνάρτηση πυκνότητα πιθανότητας της N (2, 1).

> x1<−seq ( −2 ,6 ,0 .01) ; y1<−seq ( −5 ,2 ,0 .1)
> y2<−seq ( 2 , 9 , 0 . 1 ) ; g1<−f unc t i on (x ){ 0 .5 ∗exp (x )∗ exp(−2)}
> g2<−f unc t i on (x ){ 0 .5 ∗exp(−x )∗ exp (2)}
> f<−f unc t i on (x ){ (1/ ( sq r t (2∗ pi ) ) ) ∗ exp ( −((((x−2)ˆ2))/2)) }
> g up<−f unc t i on (x ){
exp ( as . numeric (x<2) ∗ ( x + log (1/( sq r t (2∗ pi )) ) −1 .5)
as . numeric (x>=2) ∗( −x + log (1/( sq r t (2∗ pi ) ) ) + 2 . 5 ) ) }

> x<−c ( ) ; y<−c ( )
> j<−1 ; i=1
> whi le ( j <10001){ u1<−r un i f ( 1 ) ; u2<−r un i f ( 1 )

u=run i f (1 )
i f ( u1<=0.5){ y [ i ]<− 2+log ( u2 )}

e l s e { y [ i ]<−2− l og (1−u2 ) }
i f (u<= f (y [ i ] ) / g up (y [ i ] ) ) {

x [ j ] = y [ i ]
j=j+1 }

i=i+1}
> par (mfrow=c (1 , 2 ) ) ; h i s t (y , f r e q=F, main=””)
> l i n e s ( y1 , g1 ( y1 ) , c o l=”red ”) ; l i n e s ( y2 , g2 ( y2 ) , c o l=”red ”)
> h i s t (x , f r e q=F, main=””) ; l i n e s ( x1 , f ( x1 ) , c o l=”red ”)
> l ength (y )
[ 1 ] 13119
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3 ΟΛΟΚΛΗΡΩΣΗ MONTE CARLO

3.1 Εισαγωγή

Σε πολλούς κλάδους των μαθηματικών, αλλά και σε άλλες επιστήμες, ερχόμαστε αντιμέτωποι

με τον υπολογισμό ολοκληρωμάτων όπου πολλές φορές η επίλυση τους με αναλυτικές μεθόδους

είτε είναι χρονοβόρα είτε είναι αδύνατη. Χάρις στην ανάπτυξη που έχουν δεί στις μέρες μας οι

ηλεκτρονικοί υπολογιστές, έχουν αναπτυχθεί πληθώρα αριθμητικών μεθόδων ολοκλήρωσης για

την επίλυση τέτοιων προβλημάτων. Η πρώτη μεγάλη κατηγορία αριθμητικών μεθόδων είναι οι

ντετερμινιστικοί μέθοδοι, όπως η μέθοδος του τραπεζίου, ενώ η δεύτερη κατηγορία προσπαθεί

να προσεγγίσει το ολοκλήρωμα μέσω μιας πιο στοχαστικής οπτικής και περιλαμβάνει την μέθοδο

ολοκλήρωσης Monte Carlo την οποία θα αναλύσουμε στην συνέχεια του κεφαλαίου μας.

3.2 Βασική Μέθοδος Ολοκλήρωσης Monte Carlo

Βασικός σκοπός μας είναι ο υπολογισμός ενός ολοκληρώματος της μορφής∫
A

g(x) dx,

όπου A ⊂ R και η συνάρτηση g : A → R, για την οποία υποθέτουμε ότι είναι ολοκληρώσιμη,
δηλαδή ισχύει ∫

A

| g(x) | dx < +∞.

Στην συνέχεια για να προχωρήσουμε στην βασική μέθοδο ολοκλήρωσης Monte Carlo θα θέλαμε
η συνάρτηση g(x) να μπορεί να γραφτεί ως:

g(x) = h(x) · f(x),

όπου η f(x) αντιπροσωπεύει την συνάρτηση πυκνότητας πιθανότητας μια τυχαίας μεταβλητής X,
όπου έχει ως στήριγμα της το σύνολο A. Τότε αν συμβολίσουμε με I το ζητούμενο ολοκλήρωμα
που προσπαθούμε να επιλύσουμε, θα έχουμε ότι

I =

∫
A

g(x) dx =

∫
A

h(x) · f(x) dx.

΄Επειτα έχουμε την δυνατότα το ολοκλήρωμα, που θέλουμε να λύσουμε, να το γράψουμε σε μορφή

μέσης τιμής. Πράγματι γνωρίζουμε ότι αν έχουμε μια συνεχή τυχαία μεταβλητή X που ορίζεται σε
ένα σύνολο A με συνάρτηση πυκνότητας πιθανότητας f(x), τότε η αναμενόμενη τιμή της τυχαίας
μεταβλητής Y = h(X), ορίζεται ως:

Ef [Y ] = Ef [h(X)] =

∫
A

h(x) · f(x) dx = I.

Στο σημείο αυτό θα χρησιμοποιήσουμε ένα από τα πιο χρήσιμα εργαλεία των πιθανοτήτων, το

οποίο είναι ο ισχυρός νόμος των μεγάλων αριθμών. Αυτό το εργαλείο μας λέει ότι αν έχουμε

X1, X2, .., Xn ανεξάρτητες και ομοιοκατανεμημένες τυχαίες μεταβλητές με πεπερασμένη μέση τιμή

µ, τότε θα ισχύει
P ( lim

n→∞
X̄n = µ) = 1,

δηλαδή ο δειγματικός μέσος συγκλίνει σχεδόν βέβαια στην πραγματική μέση τιμή µ. Γυρνώντας
λοιπόν πίσω στο πρόβλημα μας, εάν έχουμε την δυνατότητα να παράξουμε ένα τυχαίο δείγμα
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x1, x2, .., xn από την κατανομή f, τότε ο ισχυρός νόμος των μεγάλων αριθμών, με την υπόθεση
ότι ισχύει Ef [| h(X) |] < ∞, μας δίνει το εξής σημαντικό αποτέλεσμα:

lim
n→∞

1

n

n∑
i=1

h(xi) = lim
n→∞

hn = Ef [h(X)] = I,

όπου hn είναι ο δειγματικός μέσος και η σύγκλιση είναι σχεδόν βέβαια. Προφανώς διατυπώνο-

ντας τον παραπάνω συλλογισμό, μας είναι πλέον αρκετά ξεκάθαρος ο λόγος για τον οποίο στην

προηγούμενη παράγραφο αναπτύξαμε μεθόδους με σκοπό να έχουμε την δυνατότητα να παράξουμε

ένα τυχαίο δείγμα από μια οποιαδήποτε τυχαία μεταβλητή με συνάρτηση πυκνότητας πιθανότητας.

Επομένως έχουμε καταλήξει στο συμπέρασμα ότι παράγοντας ένα τυχαίο δείγμα x1, x2, .., xn από

την κατανομή f, μπορούμε να προσεγγίσουμε σχεδόν βέβαια την επιθυμητή ποσότητα I μέσω του

δειγματικού μέσου În = hn.

Παρατηρούμε εδώ ότι ενώ το I είναι ένας αριθμός, το În είναι μια τυχαία μεταβλητή, δηλαδή
ένα στατιστικό το οποία εκτιμάει το I. Επομένως παρότι ο ισχυρός νόμος των μεγάλων αριθμών

μας λέει ότι το În συγκλίνει σχεδόν βέβαια στο I πηγαίνοντας το n στο άπειρο, στην πράξη όταν
μελετάμε ένα ρεαλιστικό πρόβλημα μπορούμε να πάρουμε απλώς όσο το δυνατόν μεγαλύτερο n
μπορούμε. Οπότε είναι πολύ σημαντικό να μελετήσουμε διάφορες ιδιότητες αυτού του στατιστικού,

όπως την μέση τιμή και την τυπική του απόκλιση. Προς αυτήν την κατεύθυνση το πρώτο πράγμα

που μπορούμε να δείξουμε είναι ότι το στατιστικό În είναι ένας αμερόληπτος εκτιμητής του I,

δηλαδή ισχυει Ef [În] = I. Πράγματι υπολογίζουμε:

Ef [În] = Ef [
1

n

n∑
i=1

h(xi) ]

=
1

n
Ef [

n∑
i=1

h(xi) ] =
1

n

n∑
i=1

Ef [ h(xi) ] =
n

n
Ef [ h(X) ]

=

∫
A

h(x) · f(x) dx = I,

όπου στην δεύτερη ισότητα χρησιμοποιήσαμε την ιδιότητα της μέσης τιμής που μας λέει ότι ο

σταθερός όρος μπορεί να βγεί εκτός μέσης τιμής, ενώ στην τρίτη ισότητα εκμεταλευτήκαμε το

γεγονός ότι η μέση τιμή του αθροίσματος τυχαίων μεταβλητών είναι ίση με το άθροισμα των

μέσων τιμών τους. Στην συνέχεια υποθέτοντας ότι η διασπορά της τυχαίας μεταβλητής h(X)
είναι πεπερασμένη, δηλαδή ότι ισχύει V ar[h(X)] = σ2 < ∞, μπορούμε να δείξουμε ότι η τυπική
απόκλιση του εκτιμητή În είναι ίση με σ \

√
n. Πράγματι έχουμε:

V ar[În] = V ar[
1

n

n∑
i=1

h(xi) ]

=
1

n2
V ar[

n∑
i=1

h(xi) ] =
1

n2

n∑
i=1

V ar[ h(xi) ]

=
1

n
V ar[ h(X) ] =

σ2

n
,

με αποτέλεσμα να προκύπτει το επιθυμητό αποτέλεσμα για την τυπική απόκλιση του εκτιμητή În,
δηλαδή

SE( În ) =

√
V ar[În] =

σ√
n
.
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Παρατηρήσεις:

• Σύμφωνα με το παραπάνω αποτέλεσμα που δείξαμε, έχουμε ότι ο ρυθμός σύγκλισης της
βασικής μεθόδου Monte Carlo είναι σ⧸

√
n. Επομένως για να μείωσουμε το σφάλμα της

μεθόδου μας ή ισοδύναμα να έχουμε πιο γρήγορη σύγκλιση στην ποσότητα που θέλουμε να

εκτιμήσουμε, υπάρχουν δύο μονοπάτια που μπορούμε να ακολουθήσουμε. Η πρώτη σκέψη

θα ήταν να μεγαλώσουμε τον παρανομάστη του σφάλματος, δηλαδή να πάρουμε περισσότερες

τυχαίες τιμές από την κατανομή f. Αυτη η σκέψη ίσως δεν είναι και η πιο αποδοτική, καθώς
αν για παράδειγμα θέλουμε να μειώσουμε το σφάλμα της μεθόδου στο μισό, τότε θα πρέπει

να πάρουμε τις τετραπλάσιες τιμές και επομένως αρχίζει η διαδικασία μας να έχει υψηλό

υπολογιστικό κόστος. Μια δεύτερη σκέψη, όπου πάνω σε αυτήν έχουν δημιουργηθεί πολύ

ωραίες μεθοδολογίες, είναι να μειώσουμε τον αριθμητή του κλάσματος. Βασιζόμενη πάνω

σε αυτήν την ιδέα θα αναφερθούμε αναλυτικότερα στην συνέχεια του κεφαλαίου σε διάφορες

τεχνικές που υπάρχουν.

• Βλέπουμε ότι το σφάλμα της μεθόδου ολοκλήρωσης Monte Carlo δεν εξαρτάται από την
διάσταση d στην οποία πρέπει να υπολογιστεί το ολοκλήρωμα. Είναι πολυ σημαντικό στο
σημείο που βρισκόμαστε να δούμε λίγο την σύγκριση της μεθόδου Monte Carlo με κάποιες
συνήθεις ντετερμινιστικές μεθόδους αριθμητικής ολοκλήρωσης που γνωρίζουμε. Για την

σύγκριση αυτών των μεθόδων παρουσιάζουμε τον Πίνακα 2 με τα σφάλματα της κάθε με-

θόδου.

Πίνακας 2: Σύγκριση σφαλμάτων μεταξύ Monte Carlo και ντετερμινιστικών αριθμητικών μεθόδων
ολοκλήρωσης

Μέθοδος Σφάλμα

Monte Carlo ≈ 1⧸
√
n

Μέθοδος Τραπεζίου ≈ 1⧸n2⧸d

Μέθοδος Simpson ≈ 1⧸n4⧸d

Παρατηρούμε λοιπόν ότι η μέθοδος ολοκλήρωσης Monte Carlo γίνεται τουλάχιστον το ίδιο απο-
δοτική με την μέθοδο του Τραπεζίου από τις 4 διαστάσεις, ενώ με την μέθοδο Simpson από τις 8
διαστάσεις. Βέβαια πρέπει να αναφέρουμε ότι και οι δύο ντετερμινιστικές μέθοδοι που αναφέρουμε

έχουν ως προϋπόθεση η ολοκληρωτέα ποσότητα να ικανοποιεί κάποιες συνθήκες ομαλότητας, σε

αντίθεση με την Monte Carlo που η μόνη της συνθήκη είναι η πεπερασμένη διασπορά της συνάρ-
τησης h(x). Επομένως καταλήγουμε στο συμπέρασμα ότι οι ντετερμινιστικές αριθμητικές μέθοδοι
θα προτιμούνται όταν η ολοκληρωτέα συνάρτηση είναι αρκετά ομαλή και βρισκόμαστε σε μικρό

αριθμό διάστασεων. ΄Ομως η απλότητα της μεθόδου Monte Carlo την κάνει να χρησιμοποιείται
ακόμα και σε μικρών διαστάσεων προβλήματα.

Πριν προχωρήσουμε σε κάποια παραδείγματα για να δούμε στην πράξη την μέθοδο μας, είναι

χρήσιμο να αναφέρουμε δύο ακόμα θεωρητικά αποτελέσματα. Αρχικά ορίζουμε την τυχαία μετα-

βλητή

εn := În − I,

όπου προφανώς εκφράζει το σφάλμα της μεθόδου. Συμφωνα με τα προηγούμενα θεωρητικά μας

αποτελέσματα είχαμε δείξει ότι

E[εn] = 0, V ar[εn] = σ2⧸n.
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Τότε μπορούμε να δείξουμε μέσω του κεντρικού οριακού θεωρημάτος ότι το σφάλμα της μεθόδου

ακολουθεί προσεγγιστικά την τυποποιημένη κανονική κατανομή. Πράγματι έχουμε ότι:

1

n

n∑
i=1

h(xi)−
∫
A

h(x) · f(x) dx

σ⧸
√
n

=
εn√
V ar[ε]

−→ N (0, 1), n −→ +∞,

όπου η σύγκλιση του κεντρικού οριακού θεωρήματος είναι κατά κατανομή. Είναι προφανές ότι

πιθανόν δεν γνωρίζουμε την ποσότητα σ2
και επομένως μπορούμε να την προσεγγίσουμε μέσω

του στατιστικού

s2 =
1

n− 1

n∑
i=1

[h(xi)− h̄n]
2,

όπου εύκολα μπορούμε να δείξουμε ότι είναι μια αμερόληπτη εκτιμήτρια του σ2
και επίσης με απλή

εφαρμογή του ισχυρού νόμου των μεγάλων αριθμών έχουμε ότι το s2 συγκλίνει σχεδόν βέβαια
στο σ2

, καθώς n −→ +∞. Επομένως, εφόσον συγκλίνει σχεδόν βέβαια, θα συγκλίνει και κατά
κατανομή, άρα συνεχίζει να ισχύει το κεντρικό οριακό θεώρημα που παίρνει την μορφή:

1

n

n∑
i=1

h(xi)−
∫
A

h(x) · f(x) dx

s⧸
√
n

=
εn√
ˆV ar[ε]

−→ N (0, 1), n −→ +∞.

Το παραπάνω αποτέλεσμα μπορούμε να το χρησιμοποιήσουμε για να κατασκευάσουμε ένα (1−α)%
προσεγγιστικό διάστημα εμπιστοσύνης για την ζητούμενη ποσότητα I. Πράγματι έχουμε ότι:

1− α = P ( − s√
n
· Zα⧸2 ⩽ ϵn ⩽

s√
n
· Zα⧸2 )

= P ( − s√
n
· Zα⧸2 ⩽ În − I ⩽

s√
n
· Zα⧸2 )

= P ( În −
s√
n
· Zα⧸2 ⩽ I ⩽ În +

s√
n
· Zα⧸2 ).

Επομένως ένα (1− α)% προσεγγιστικό διάστημα εμπιστοσύνης για το I υπολογίζεται ως:

În ± s√
n
· Zα⧸2,

όπου η ποσότητα Zα⧸2 βρίσκεται μέσω της εξίσωσης:

P (Z > Zα⧸2) = α⧸2 ⇒ Φ(Zα⧸2) = 1− α⧸2.

Να κάνουμε βέβαια την παρατήρηση ότι για το διάστημα εμπιστοσύνης που μόλις δώσαμε, αν

αλλάξουμε το μέγεθος του δείγματος n, τότε θα έχουμε και διαφορετικά όρια.
Τελευταίο θεωρητικό κομμάτι που θα μελέτήσουμε για την βασική μέθοδο Monte Carlo είναι

η απάντηση στο ερώτημα για το ποιός είναι ο ελάχιστος αριθμός n, ώστε να ισχύει:

P (| εn |> ϵ) < δ.

Για να απαντήσουμε το παραπάνω ερώτημα θα εκμεταλευτούμε και πάλι ότι το σφάλμα της μεθόδου

μας ακολουθεί προσεγγιστικά την τυποποιημένη κανονική κατανομή. ΄Ετσι έχουμε ότι:
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P (| εn |> ϵ) = 1− P (| εn |< ϵ)

= 1− P (−ϵ < εn < ϵ)

= 1− P (−ϵ ·
√
n

s
< εn ·

√
n

s
< ϵ ·

√
n

s
)

= 1− Φ(ϵ ·
√
n

s
) + Φ(−ϵ ·

√
n

s
)

= 2− 2Φ(ϵ ·
√
n

s
),

όμως εμείς θέλουμε να ισχύει

P (| εn |> ϵ) < δ ⇒ 2− 2Φ(ϵ ·
√
n

s
) < δ,

οπότε λύνοντας ως προς n έχουμε ότι το ελάχιστο n υπολογίζεται μέσω της σχέσης:

n = [Φ−1(
2− δ

2
) ]2

s2

ϵ2
.

Απο την παραπάνω σχέση φαίνεται ξεκάθαρα αυτό που έχουμε ήδη παρατηρήσει , ότι το πλήθος των

επαναλήψεων εξαρτάται αντίστροφα από το τετράγωνο του σφάλματος της μεθόδου. Δηλαδή αν

θέλουμε να υποτριπλασιάσουμε το σφάλμα της μεθόδου, τότε θα πρέπει να πάρουμε το εννιαπλάσιο

πλήθος δείγματος από αυτό που είχαμε προηγουμένως. Μια τέτοια ενέργεια, όπως έχουμε ήδη

αναφέρει, δεν είναι καθόλου αποδοτική, καθώς αυξάνει πολύ το υπολογιστικό κόστος της μεθόδου.

Αφού διατυπώσαμε πλήρως την θεωρία μας, είμαστε πλέον σε θέση να δούμε κάποιες χαρα-

κτηριστικές εφαρμογές της βασικής μεθόδου ολοκλήρωσης Monte Carlo. Για λόγους ευκολίας
θα περιοριστούμε σε προβλήματα ολοκλήρωσης στον R καθώς και σε υποσύνολα του, αν και η
γενίκευση σε χώρους μεγαλύτερων διαστάσεων μπορεί να γίνει με σχετική απλότητα.

Παράδειγμα 3.1 ΄Εστω ότι θέλουμε να υπολογίσουμε ένα μονοδιάστατο ολοκλήρωμα ορισμένο

στο σύνολο A = [0, 1] ⊂ R της μορφής

I =

∫
A

g(x) dx =

1∫
0

e−x · cos2(x) dx.

Η πραγματική τιμή του ολοκληρώματος είναι 0.498 και σκοπός μας είναι να δούμε τι αποτελέσματα

θα πάρουμε εφραμόζοντας την μέθοδο ολοκλήρωσης Monte Carlo. Προς αυτήν την κατεύθυνση,
αν συμβολίσουμε με I το ζητούμενο ολοκλήρωμα, τότε μπορούμε να δούμε ότι το I έχει την
δυνατότητα να γραφτεί ως

I =

∫
A

g(x) dx =

∫
A

h(x) · f(x) dx = Ef [h(X)],

όπου η συνάρτηση h(x) ταυτίζεται με την g(x) και η συνάρτηση f(x) έιναι ίση με 1 για κάθε
x ∈ (0, 1), δηλαδή η f(x) είναι η συνάρτηση πυκνότητας πιθανότητας της ομοιόμορφης κατανομής
στο διάστημα (0, 1). Οπότε αν προσομοιώσουμε ένα τυχαίο δείγμα x1, x2, ..., xn από την U(0,1),
τότε σύμφωνα με την θεωρία μας, μια αμερόληπτη εκτιμήτρια που συγκλίνει σχεδόν βέβαια στο

ολοκλήρωμα είναι η

În =
1

n

n∑
i=1

h(xi).
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Επίσης το σφάλμα της εκτιμήτριας μας θα είναι

σφάλμα := en =

√
V ar(h(X))√

n
,

το οποίο θα το εκτιμήσουμε όπως δείξαμε με την αμερόληπτη εκτιμήτρια

ên =

√
n∑

i=1

[h(xi)− h̄n]2√
n · (n− 1)

.

Τέλος είδαμε ότι ένα (1 − α)% διάστημα εμπιστοσύνης, για το ολοκλήρωμα που θέλουμε να
λύσουμε, θα είναι το

În ± ên · Zα⧸2.

Στην R λοιπόν, έχουμε την δυνατότητα να δούμε την εξέλιξη της εκτιμήτριας μας În καθώς αυ-
ξάνουμε το πλήθος n των τιμών που παράγουμε από την U(0,1). ΄Ετσι για κάθε ακέραιο n ∈ [1, 103]
υπολογίζουμε την τιμή της εκτιμήτριας μέσω της εντολής mean() και του σφάλματος της για την
συγκεκριμένη τιμή του n. ΄Επειτα για κάθε συγκεκριμένο πλήθος τιμών υπολογίζουμε ένα 95%
διάστημα εμπιστοσύνης για το ολοκλήρωμα που θέλουμε να επιλύσουμε. Από το Διάγραμμα 3.1

παρατηρούμε ότι η μέθοδος μας συγκλίνει στην πραγματική τιμή του ζητούμενου ολοκληρώματος I
καθώς αυξάνει το μέγεθος του δείγματος που παίρνουμε. Μια άλλη παρατηρήση που μπορούμε να

κάνουμε είναι ότι τα διαστήματα εμπιστοσύνης στενεύουν όσο μεγαλώνει το n, κάτι που αναμέναμε
από την θεωρία που αναπτύξαμε. Ο κώδικας που χρησιμοποιήσαμε για την εφαρμογή της βασικής

μεθόδου ολοκλήρωσης Monte Carlo είναι ο ακόλουθος:

> Ibar<−rep (0 ,10ˆ3)
> e r ro r<−rep (0 ,10ˆ3)
> g<−f unc t i on (x ){

exp(−x )∗ ( cos ( x ) )ˆ2
}

> f o r ( i in 1 :10ˆ3){
s e t . seed (1 )
x<−r un i f ( i )
Ibar [ i ]<−mean( g (x ) )
varI<−(sum( ( g (x)−mean( g (X) ) ) ˆ 2 ) ) / ( i ∗( i −1))
e r r o r [ i ]<− s q r t ( var I )

}
> p lo t ( Ibar , type=” l ” , lwd=2, ylim=c ( 0 . 3 , 0 . 7 ) , x lab=”n”)
> l i n e s ( Ibar +1.96∗ e r ro r , c o l=”gold ” , lwd=2)
> l i n e s ( Ibar −1.96∗ e r ro r , c o l=”gold ” , lwd=2)
> ab l i n e (h=0.498 , c o l=”red ” , lwd=2)

Μπορούμε επίσης να παρατηρήσουμε την επαλήθευση της θεωρίας μας, στο γεγονός ότι το

σφάλμα της μεθόδου μας μειώνεται στο μισό αν τετραπλασιάσουμε τις τιμές που παράγουμε από

την U(0,1). Για να το δούμε αυτό, διαιρούμε το σφάλμα της μεθόδου που πήραμε για n = 100 με
το αντίστοιχο σφάλμα όταν έχουμε n = 400, όπου βλέπουμε ότι το σφάλμα ήταν διπλάσιο όταν
προσομοιώσαμε 100 τυχαίες τιμές απο την U(0,1).
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Διάγραμμα 3.1: Με μαύρο χρώμα παρατηρούμε την εκτίμηση που μας δίνει η μέθοδοςMonte Carlo
καθώς μεγαλώνει το πλήθος του δείγματος που παράγουμε από την U(0,1). Με κόκκινο χρώμα
βλέπουμε την πραγματική τιμή του ολοκληρώματος, ενώ τέλος με κίτρινο χρώμα βλέπουμε τα 95%
διαστήματα εμπιστοσύνης που υπολογίστηκαν για κάθε τιμή του n ξεχωριστά.

> e r r o r [ 1 0 0 ] / e r r o r [ 4 0 0 ]
[ 1 ] 2 .00037

Μια ακόμα εφαρμογή της μεθόδου Monte Carlo είναι στον υπολογισμό πιθανοτήτων μιας οποιασ-
δήποτε συνεχούς τυχαίας μεταβλητής, η οποία έχει συνάρτηση πυκνότητας πιθανότητας g(x).
Πράγματι γνωρίζουμε ότι αν X μια συνεχής τυχαία μεταβλητή και g(x) η συνάρτηση πυκνότητας
πιθανότητας της, τότε η πιθανότητα η τυχαία μεταβλητή να πάρει τιμές σε ένα διάστημα Α μπορεί

να υπολογιστεί ως ένα ολοκλήρωμα, δηλαδή ισχύει

P (X ∈ A) =

∫
A

g(x) dx.

Ετσι από εκεί και πέρα τα πράγματα εξελίσσονται με την ίδια μεθοδολογία που έχουμε ορίσει στην

θεωρία μας. Ας δούμε ένα παράδειγμα που επιλύουμε ένα τέτοιο ζήτημα.

Παράδειγμα 3.2 ΄Εστω X μια συνεχής τυχαία μεταβλητή που ακολουθεί την εκθετική κατανομή
με παράμετρο λ = 2. Σκοπός μας είναι να υπολογίσουμε την ποσότητα I = P (1 ⩽ X ⩽ 2). ΄Οπως
αναφέραμε αυτή η ποσότητα μπορεί να γραφτεί και σε μορφή ολοκληρώματος. ΄Ετσι έχουμε ότι

I = P (1 ⩽ X ⩽ 2) =

2∫
1

2 · e−2x dx.

69



Είναι πολύ εύκολο να υπολογίσουμε την ακριβή τιμή του ολοκλρώματος που θα είναι ίση με 0.117.
Πάμε τώρα να δούμε τα αποτελέσματα που μας δίνει η βασική μέθοδος ολοκλήρωσης Monte Carlo.
Αρχικά παρατηρούμε ότι το ζητούμενο ολοκλήρωμα μπορεί να γραφτεί ως:

I =

2∫
1

2 · e−2x dx =

+∞∫
0

h(x) · f(x) dx,

όπου f(x) είναι η συνάρτηση πυκνότητας πιθανότητας της εκθετικής κατανομής με λ = 2 και

h(x) =

{
1 , x ∈ [1, 2]

0, x οπουδήποτε αλλού.

΄Οπως και στο προηγούμενο παράδειγμα, αρχικά παράγουμε τυχαίες τιμές που θα ακολουθούν την

κατανομή f και έπειτα θα εκτιμήσουμε το ολοκλήρωμα μέσω του στατιστικού h̄n. Στο παράδειγμα

αυτό, το στατιστικό h̄n είναι ίσο με το πηλίκο του πλήθους των παρατηρήσεων που παράγουμε και

βρίσκονται στο διάστημα [0, 2] προς το συνολικό πλήθος των παρατηρήσεων. ΄Επειτα παρατηρούμε
ότι η h(x) ακολουθεί την κατανομή bernouli με ποσοστό επιτυχίας p = I και επομένως η διασπορά
και κατά συνέπεια το σφάλμα της μεθόδου μας μπορούν να προσεγγιστούν ως:

ˆV ar[In] =
h̄n · (1− h̄n)

n
⇒ ên =

√
h̄n · (1− h̄n)√

n
.

Ακολούθως παρουσιάζουμε τον κώδικα που χρησιμοποιήσαμε στην R για τον υπολογισμό των
παραπάνω ποσοτήτων, όπου επιπλέον υπολογίζουμε και για κάθε n ξεχωρίστά ένα 95% διάστημα
εμπιστοσύνης μέσω του τύπου που έχουμε δείξει, δηλαδή

h̄n ± 1.96 · ên.

> Ibar<−rep (0 ,10ˆ3)
> e r ro r<−rep (0 ,10ˆ3)
> f o r ( i in 1 : 10ˆ3){
s e t . seed (1 )

x<−rexp ( i , 2 )
Ibar [ i ]<− l ength (x [ x>=1 & x<=2])/ i
e r r o r [ i ]<− s q r t ( Ibar [ i ]∗(1− Ibar [ i ] ) ) / sq r t ( i )

}
> p lo t ( Ibar , type=” l ” , lwd=2, ylim=c ( 0 , 0 . 2 ) , x lab=”n”)
> l i n e s ( Ibar +1.96∗ e r ro r , c o l=”gold ” , lwd=2)
> l i n e s ( Ibar −1.96∗ e r ro r , c o l=”gold ” , lwd=2)
> ab l i n e (h=0.117 , c o l=”red ” , lwd=2)

Απο το Διάγραμμα 3.2 παρατηρούμε ότι η μέθοδος μας συγκλίνει στην πραγματική τιμή του

ζητούμενου ολοκληρώματος I καθώς αυξάνει το μέγεθος του δείγματος που παίρνουμε. Επίσης
μπορούμε να σχολιάσουμε ότι στενεύουν τα διαστήματα εμπιστοσύνης καθώς μεγαλώνει το πλήθος

των προσομοιωμένων παρατηρήσεων n από την εκθετική κατανομή με παράμετρο λ = 2.
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Διάγραμμα 3.2: Με μαύρο χρώμα παρατηρούμε την εκτίμηση που μας δίνει η μέθοδος Monte
Carlo καθώς μεγαλώνει το πλήθος του δείγματος που παράγουμε από την εκθετική κατανομή
με λ = 2. Με κόκκινο χρώμα βλέπουμε την πραγματική τιμή του ολοκληρώματος, ενώ τέλος με
κίτρινο χρώμα βλέπουμε τα 95% διαστήματα εμπιστοσύνης που υπολογίστηκαν για κάθε τιμή του
n ξεχωριστά.

3.3 Δειγματοληψία Σπουδαιότητας

Σε πολλές εφαρμογές η βασική μέθοδος ολοκλήρωσης Monte Carlo αποτυγχάνει να δώσει αξιόπι-
στα αποτελέσματα για τον υπολογισμό της ποσότητας

I =

∫
A

h(x) · f(x) dx = Ef [h(X)],

και αυτό μπορεί να συμβεί για δύο λόγους:

• Είναι αρκετά δύσκολο να παράξουμε τυχαίο δείγμα από την συνάρτηση πυκνότητας πιθα-
νότητας f(x).

• Η συνάρτηση πυκνότητας πιθανότητας να δίνει μικρή πιθανότητα σε περιοχές όπου η συ-
νάρτηση h(x) παίρνει μεγάλες τιμές, δηλαδή μπορεί να έχουμε το φαινόμενο η h(x) σε ένα
σύνολό B ⊂ A να παίρνει μεγάλες τιμές, ενώ P (X ∈ B), X ∼ f είναι πολύ μικρή.

Για τις δύο αυτές περιπτώσεις έρχεται να μας δώσει λύση η μέθοδος δειγματοληψίας σπουδαιότητας

(Importance Sampling). Η βασική ιδέα της μεθόδου είναι ότι με έναν απλό μετασχηματισμό
καταφέρνουμε να παράξουμε τυχαίο δείγμα από μια άλλη συνάρτηση πυκνότητας πιθανότητας q(x),
η οποία δεν θα αντιμετωπίζει τα δύο προαναφερθέντα προβλήματα. Βέβαια εάν συμβολίσουμε με

Q το στήριγμα της συνάρτησης πιθανότητας q(x), δηλαδή Q = {x | q(x) > 0}, μια βασική
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προϋπόθεση που θα πρέπει να ικανοποιείται είναι ότι το στήριγμα της q να είναι μεγαλύτερο από
το στήριγμα της ολοκληρωτέας ποσότητας h(x) · f(x), δηλαδή να ισχύει η σχέση:

Q = Sq ⊃ Sh(x)·f(x) = {x | h(x) · f(x) > 0}.

Στην περίπτωση όπου ικανοποιείται αυτή η προϋπόθεση, θα έχουμε τον εξής απλό μετασχηματισμο

του ζητούμενου ολοκληρώματος:

I = Ef [h(x)] =

∫
A

h(x)·f(x) dx =

∫
Q

h(x)·f(x) dx =

∫
Q

h(x)·f(x)
q(x)

·q(x)dx = Eq[
h(X) · f(X)

q(X)
].

΄Ετσι όπως ακριβώς κάναμε και στην βασική μέθοδο ολοκλήρωσης Monte Carlo, αν παράξουμε
ένα τυχαίο δείγμα x1, x2, ..., xn από την κατανομή q, τότε ο ισχυρός νόμος των μεγάλων αριθμών

μας δίνει μια εκτιμήτρια Îis,n που θα συγκλίνει σχεδόν βέβαια στο ολοκλήρωμα I που σκοπεύουμε

να υπολογίσουμε. Ο εκτιμητής Îis,n θα έχει την μορφή:

Îis,n =
1

n

n∑
i=1

h(xi) ·
f(xi)

q(xi)
.

Στο σημείο αυτό, όπως και στην βασική μέθοδο Monte Carlo, παρατηρούμε ότι ενώ το I είναι

ένας αριθμός, το Îis,n είναι μια τυχαία μεταβλητή, δηλαδή ένα στατιστικό το οποίο εκτιμά το I.

Επομένως παρότι ο ισχυρός νόμος των μεγάλων αριθμών μας λέει ότι το Îis,n συγκλίνει σχεδόν
βέβαια στο I πηγαίνοντας το n στο άπειρο, στην πράξη όταν μελετάμε ένα ρεαλιστικό πρόβλημα
μπορούμε να πάρουμε απλώς όσο το δυνατόν μεγαλύτερο n μπορούμε. Οπότε είναι πολύ σημαντικό
να μελετήσουμε διάφορες ιδιότητες αυτού του στατιστικού, όπως την μέση τιμή του και την τυπική

του απόκλιση.

Προς αυτήν την κατεύθυνση μια πρώτη σημαντική διατύπωση είναι ότι Îis,n είναι μια αμερόληπτη

εκτιμήτρια του ολοκλήρωματος I, δηλαδή ισχύει Eq[Îis,n] = I. Πράγματι έχουμε:

Eq[ Îis,n ] =
1

n
Eq[

n∑
i=1

h(xi) ·
f(xi)

q(xi)
]

=
1

n

n∑
i=1

Eq[ h(xi) ·
f(xi)

q(xi)
] =

n

n
Eq[ h(X) · f(X)

q(X)
]

=

∫
Q

h(x) · f(x) dx = I,

όπου στην πρώτη ισότητα χρησιμοποιήσαμε την ιδιότητα της μέσης τιμής που μας λέει ότι ο

σταθερός όρος μπορεί να βγεί εκτός μέσης τιμής, ενώ στην δεύτερη ισότητα εκμεταλευτήκαμε

το γεγονός ότι η μέση τιμή του αθροίσματος τυχαίων μεταβλητών είναι ίση με το άθροισμα των

μέσων τιμών τους. Εκμεταλευόμενοι ότι τα xi είναι ανεξάρτητα και ισόνομα, για να μελετήσουμε

το σφάλμα της δειγματοληψίας σπουδαιότητας, αρκεί να υπολογίσουμε την διασπορά

V arq[h(X) · f(X)

q(X)
], καθώς V arq[

1

n

n∑
i

h(xi) ·
f(xi)

q(xi)
] =

1

n
V arq[h(X) · f(X)

q(X)
].

Επομένως κάνοντας χρήση μιας πολύ σημαντικής ιδιότητας της διασποράς μιας τυχαίας μεταβλητής,

72



που λέει ότι αν X μια τυχαία μεταβλητή τότε V ar[X] = E[X2]− E2[X], παίρνουμε:

V arq[ h(x) ·
f(x)

q(x)
] = Eq[ (h(X) · f(X)

q(X)
)2]− I2

=

∫
Q

(h(x) · f(x))2

q(x)
dx− I2 =

∫
Q

(h(x) · f(x))2

q(x)
dx −

∫
Q

I2 · q2(x)
q(x)

dx

=

∫
Q

(h(x) · f(x)− I · q(x))2

q(x)
dx,

όπου στην τρίτη ισότητα χρησιμοποιήσαμε ότι το ολοκλήρωμα της συνάρτηση πιθανότητας q(x)
πάνω στο στήριγμα της Q, ισούται με την μονάδα. Επίσης η τελευταία ισότητα προέκυψε λαμβάνο-
ντας υπόψην ότι:∫

Q

−2I · h(x) · f(x) · q(x)
q(x)

dx = −2I

∫
Q

h(x) · f(x)dx = −2I2.

΄Αρα αν συμβολίσουμε με σ2
q την διασπορά που μόλις υπολογίσαμε και με eis,n την τετραγωνική της

ρίζα, δηλαδή το σφάλμα της μεθόδου, θα έχουμε ότι:

V ar[Îis,n] =
σ2
q

n
⇒ eis,n =

σq√
n
.

Βέβαια εφόσον δεν μπορούσαμε να υπολογίσουμε αναλυτικά το I, έτσι δεν θα μπορούμε να υπο-
λογίσουμε και την ποσότητα σ2

q . Για να ξεφύγουμε από αυτήν την δυσκολία παρατηρούμε ότι η

ποσότητα σ2
q μπορεί να γραφτεί ως μια μέση τιμή. Πράγματι έχουμε

σ2
q =

∫
Q

(
h(x) · f(x)− I · q(x)

q(x)
)2 · q(x)dx = Eq[ (

h(X) · f(X)− I · q(X)

q(X)
)2 ].

΄Εχοντας αυτήν την μορφή μπορούμε να εφαρμόσουμε την βασική μέθοδο ολοκλήρωσης Monte
Carlo και να έχουμε ότι μια αμερόληπτη εκτιμήτρια για την ποσότητα σ2

q είναι η

σ̂2
q =

1

n

n∑
i=1

(
h(xi) · f(xi)

q(xi)
− Îis,n )2.

Τέλος θα μπορούσαμε να κατασκευάσουμε και ένα (1− α)% διάστημα εμπιστοσύνης για το ολο-
κλήρωμα I εκμεταλευόμενοι το κεντρικό οριακό θεώρημα που μας λέει ότι:

Îis,n − I

σ̂q√
n

−→ N (0, 1) κατά κατανομή.

Οπότε ένα (1− α)% διάστημα εμπιστοσύνης για το ολοκήρωμα I θα είναι το

( Îis,n −
σ̂q√
n
· Zα⧸2 , Îis,n +

σ̂q√
n
· Zα⧸2 ).

Σε αυτό το σημείο μπορούμε να δώσουμε ένα παράδειγμα όπου θα κατανοήσουμε πλήρως την

μέθοδο δειγματοληψίας σπουδαιότητας καθώς και τα πιο αποδοτικά αποτελέσματα που μας δίνει σε

σύγκριση με την βασική μέθοδο Monte Carlo.
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Παράδειγμα 3.3 ΄Εστω ότι θέλουμε να εκτιμήσουμε το ολοκλήρωμα

I =

+∞∫
3

5x · e−xdx.

Γνωρίζουμε ότι το ολοκλήρωμα ισούται με την τιμή 0.9957 και θέλουμε τώρα να δούμε τι αποτε-
λέσματα μας δίνουν οι δύο μέθοδοι ολοκλήρωσης που έχουμε αναπτύξει μέχρι στιγμής. Αρχικά

παρατηρούμε ότι το ολοκλήρωμα μπορεί να γραφτεί ως

I =

+∞∫
0

h(x) · e−xdx,

όπου ο όρος e−x
είναι ουσιαστικά η συνάρτηση πυκνότητας πιθανότητας της εκθετικής κατανομής

με παράμετρο λ = 1, ενώ η συνάρτηση h(x) ορίζεται ως

h(x) =

{
5x , x ≥ 3

0, x < 3.

Τότε σύμφωνα με την θεωρία της βασικής μεθόδου Monte Carlo παράγοντας ένα τυχαίο δείγμα
από την εκθετική κατανομή με παράμετρο 1, μπορούμε να εκτιμήσουμε το ολοκλήρωμα που μας
ζητείται μέσω του στατιστικού h̄n. ΄Επειτα μπορούμε να προσεγγίσουμε το σφάλμα της μεθόδου

και να κατασκευάσουμε ένα (1−α)% διάστημα εμπιστοσύνης για το ολοκλήρωμα από τους τύπους:

ên =

√
n∑

i=1

[h(xi)− h̄n]2√
n · (n− 1)

και h̄n ± ên · Zα⧸2 αντίστοιχα.

Ακολούθως δίνουμε των κώδικα που χρησιμοποιήσαμε για να εφαρμόσουμε την βασική μέθοδο

Monte Carlo.

> Ibar1<−rep (0 ,10ˆ3)
> er ror1<−rep (0 ,10ˆ3)
> h<−f unc t i on (x ){ as . numeric (x>=3)∗5∗x }
> f o r ( i in 1 :10ˆ3){

s e t . seed (1 )
x<−rexp ( i , 1 )
Ibar1 [ i ]<−mean(h(x ) )
varI1<−(sum( ( h(x)−mean(h(x ) ) ) ˆ 2 ) ) / ( i ∗( i −1))
e r r o r 1 [ i ]<− s q r t ( var I1 )}

> p lo t ( Ibar1 , type=” l ” , lwd=2, ylim=c ( 0 . , 2 ) , c o l=”red ” , xlab=”n”)
> l i n e s ( Ibar1 +1.96∗ er ror1 , c o l=”gold ” , lwd=2)
> l i n e s ( Ibar1 −1.96∗ er ror1 , c o l=”gold ” , lwd=2)
> ab l i n e (h=0.995 , lwd=2)
> e r r o r 1 [ 1 0 ˆ 3 ]
[ 1 ] 0 .1404052

Από τα παραπάνω αποτελέσματα, καθώς και από το Διάγραμμα 3.3, παρατηρούμε ότι ο εκτι-

μητής μας αργεί να συγκλίνει προς την πραγματική τιμή και ότι το σφάλμα της μεθόδου είναι

αρκετά μεγάλο. Πράγματι βλέπουμε ότι για 1000 τυχαίες τιμές από την εκθετική κατανομή με
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Διάγραμμα 3.3: Με κόκκινο χρώμα παρατηρούμε την εκτίμηση που μας δίνει η μέθοδος Monte
Carlo καθώς μεγαλώνει το πλήθος του δείγματος που παράγουμε από την εκθετική κατανομή
με λ = 1. Με μαύρο χρώμα βλέπουμε την πραγματική τιμή του ολοκληρώματος, ενώ τέλος με
κίτρινο χρώμα βλέπουμε τα 95% διαστήματα εμπιστοσύνης που υπολογίστηκαν για κάθε τιμή του
n ξεχωριστά.

παράμετρο 1 το σφάλμα είναι περίπου 0.14, όπου είναι αρκετά μεγάλο λαμβάνοντας υπόψην την
πραγματική τιμή του ολοκληρώματος. Ο λόγος που συμβαίνει αυτό το φαινόμενο είναι ότι η κατα-

νομή από την οποία παράγουμε το τυχαίο δείγμα δίνει πολύ χαμηλές πιθανότητες σε διαστήματα

όπου η συνάρτηση h(x) λαμβάνει μεγάλες τιμές. Λύση σε αυτήν την δυσλειτουργία θα μας δώσει η
μέθοδος δειγματοληψίας σπουδαιότητας. Πράγματι αν θεωρήσουμε την q(x) να είναι η συνάρτηση
πυκνότητας πιθανότητας της εκθετικής κατανομής με παράμετρο 1 μετατοπισμένη κατά 3, δηλαδή

q(x) = e−x+3, x > 3,

τότε το ολοκλήρωμα, αν πολλαπλασιάσουμε και διαιρέσουμε την ολοκληρωτέα ποσότητα με την

συνάρτηση q(x), μπορεί να γραφτεί ως:

I =

+∞∫
3

5x · e−xdx =

+∞∫
3

e−3 · 5x · e−x+3 dx.

΄Ετσι σύμφωνα με την μέθοδο δειγματοληψίας σπουδαιότητας αν παράξουμε ένα τυχαίο δείγμα από

την κατανομή q, μπορούμε να εκτιμήσουμε το ολοκλήρωμα μας από το στατιστικό

Îis,n =
1

n

n∑
i=1

h(xi) ·
f(xi)

q(xi)
=

1

n

n∑
i=1

e−3 · 5xi, όπου xi ∼ q.
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΄Επειτα μπρούμε να εκτιμήσουμε το σφάλμα της μεθόδου μας από την σχέση:

êis,n =
σ̂q√
n
=

√
n∑

i=1

(
h(xi) · f(xi)

q(xi)
− Îis,n )2

n
=

√
n∑

i=1

( e−3 · 5xi − Îis,n )2

n
,

καθώς και 95% διάστηματα εμπιστοσύνης για το ολοκλήρωμα I, που θα το βρούμε από τον τύπο:

( Îis,n − 1.96 · êis,n , Îis,n + 1.96 · êis,n ).

Παρακάτω παρουσιάζουμε τον κώδικα που χρησιμοποιήσαμε στην R για να υπολογίσουμε τις προα-
ναφερθείσες ποσότητες. Βλέποντας το Διάγραμμα 3.4 που σχεδιάσαμε, κατανοούμε ότι η μέθοδος

δειγματοληψίας σπουδαιότητας πέτυχε να συγκλίνει στην πραγματική τιμή του ολοκληρώματος από

ήδη πολύ μικρό πλήθος προσομοιωμένων τιμών από την q, δηλαδή μείωσε κατά πολύ το σφάλμα
που μας είχε δώσει η βασική Monte Carlo ολοκλήρωση. Για παράδειγμα παρατηρούμε ότι το σφάλ-
μα της μεθόδου για 1000 τιμές πλέον είναι ίσο με περίπου 0.0078, οπότε η μείωση στο σφάλμα της
εκτίμησης μπορεί να υπολογιστεί ως:

ê1000
êis,1000

=
0.14

0.0078
≃ 18.

Επομένως η μέθοδος δειγματοληψίας σπουδαιότητας μας έδωσε περίπου 18 φορές μικρότερο σφάλ-

μα σε σχέση με την βασική μέθοδο ολοκλήρωσης Monte Carlo. Ο κώδικας που χρησιμοποιήσαμε
είναι ο ακόλουθος:

> q<−f unc t i on (x ){ as . numeric (x>=3)∗exp(−x+3)}
> Ibar2<−rep (0 ,10ˆ3)
> er ror2<−rep (0 ,10ˆ3)
> h<−f unc t i on (x ){ 5∗x }
> f o r ( i in 1 :10ˆ3){ s e t . seed (1 )

y<−rexp ( i ,1)+3
Ibar2 [ i ]<−(1/( i ∗exp ( 3 ) ) )∗ sum(h(y ) )
varI2<−(sum( ( h(y )∗ exp(−3)− Ibar2 [ i ] ) ˆ 2 ) ) / ( i ˆ2)
e r r o r 2 [ i ]<− s q r t ( var I2 ) }

> p lo t ( Ibar2 , type=” l ” , lwd=2, ylim=c ( 0 . 8 , 1 . 2 ) , c o l=”red ” , xlab=”n”)
> l i n e s ( Ibar2 +1.96∗ er ror2 , c o l=”gold ” , lwd=2)
> l i n e s ( Ibar2 −1.96∗ er ror2 , c o l=”gold ” , lwd=2)
> ab l i n e (h=0.995 , lwd=2)
> e r r o r 2 [ 1 0 ˆ 3 ]
[ 1 ] 0 .007783578

Αφού είδαμε ένα πλήρες παράδειγμα και κατανοήσαμε την σημαντική βελτίωση που μας έδωσε η

μέθοδος δειγματοληψίας σπουδαιότητας στην εκτίμηση του ολοκληρώματος, είναι πολύ σημαντικό

να απαντήσουμε σε ένα αρκετά κρίσιμο ερώτημα. Το ερώτημα σχετίζεται με το ποια πρέπει να είναι

η συνάρτηση πυκνότητας πιθανότητας q(x) που επιλέγουμε, ώστε να παίρνουμε την μεγαλύτερη
δυνατή μείωση του σφάλματος. Η απάντηση σε αυτό το ερώτημα δεν είναι καθόλου απλή και τις

περισσότερες φορές είναι θέμα εμπειρίας για το ποιά q θα πρέπει να διαλέξουμε σε κάθε εφαρμογή.
Βέβαια έχουμε κάποια εργαλεία έτσι ώστε να καταλήξουμε να έχουμε έναν οδηγό, που θα μας

76



Διάγραμμα 3.4: Με κόκκινο χρώμα παρατηρούμε την εκτίμηση που μας δίνει η μέθοδος δειγ-

ματοληψίας σπουδαιότητας καθώς μεγαλώνει το πλήθος του δείγματος που παράγουμε από την

εκθετική κατανομή με λ = 1 μετατοπισμένη κατά 3. Με μαύρο χρώμα βλέπουμε την πραγματική
τιμή του ολοκληρώματος, ενώ τέλος με κίτρινο χρώμα βλέπουμε τα 95% διαστήματα εμπιστοσύνης
που υπολογίστηκαν για κάθε τιμή του n ξεχωριστά.

φέρει στην σωστή επιλογή. Αρχικά να κάνουμε την παρατήρηση ότι αν διαλέξουμε την συνάρτηση

πυκνόττηας πιθανότητας q(x) να είναι η

qopt(x) =
h(x) · f(x)

I
,

τότε από την σχέση που είχαμε αποδείξεί για την διασπορά της Îis,n, θα πάρουμε διασπορά ίση με
το μηδέν. Πράγματι έχουμε:

V aropt[Îis,n] =

∫
Q

(h(x) · f(x))2

qopt(x)
dx− I2 =

∫
Q

(h(x) · f(x))2
h(x) · f(x)

I

dx− I2

=

∫
Q

I · h(x) · f(x)dx− I2 = I ·
∫
Q

h(x) · f(x)dx− I2

= I2 − I2 = 0.

Προφανώς αυτή η επιλογή της συνάρτησης πυκνότητας πιθανότητας q(x) είναι καθαρά και μόνο
θεωρητική, καθώς προϋποθέτει την γνώση του ολοκληρώματος I που προσπαθούμε να υπολο-
γίσουμε. ΄Αρα δεν είναι εφικτή αυτή η επιλογή, αλλά μας οδηγεί σε ένα συμπέρασμα για το πώς

να επιλέγουμε την συνάρτηση πυκνότητας πιθανότητας q(x). Πράγματι αν η συνάρτηση h(x)
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είναι θετική τότε μπορούμε να επιλέξουμε την συνάρτηση πυκνότητας πιθανότητας q(x) να είναι
ανάλογη του γινομένου h(x) · f(x), ενώ αν η h(x) παίρνει και αρνητικές τιμές τότε επιλέγουμε να
είναι ανάλογη του γινομένου | h(x) | ·f(x). Με αυτό το κριτήριο επιλέξαμε και στο Παράδειγμα
3.3 να πάρουμε ως q(x) την εκθετική κατανομή με παράμετρο 1 μετατοπισμένη κατά 3. Αυτό
βλέπουμε και στο Διάγραμμα 3.5, όπου παρατηρούμε ότι είναι ανάλογη της ολοκληρωτέας ποσότη-

τας h(x) ·f(x). ΄Ενα ακόμα πρόβλημα που αντιμετωπίζει η μέθοδος δειγματοληψίας σπουδαιότητας

Διάγραμμα 3.5: Στο παραπάνω διάγραμμα παρουσιάζουμε την συνάρτηση πυκνότητας πιθανότητας

της εκθετικής κατανομής με παράμετρο λ = 1 μετατοπισμένη κατά 3 (κόκκινο χρώμα), καθώς και
την ολοκληρωτέα συνάρτηση h(x) · f(x)(μαύρο χρώμα) του Παραδείγματος 3.3.

κατά την διαδικασία επιλογής της συνάρτησης πυκνότητας πιθανότητας q(x) προκύπτει από την
διασπορά της μεθόδου, καθώς δείξαμε ότι

V ar[Îis,n] =
σ2
q

n
=

∫
A

(h(x) · f(x))2

q(x)
dx− I2

n
.

Επομένως η εμφάνιση της συνάρτησης πυκνότητας πιθανότητας q(x) στον παρανομαστή, δηλώνει
ότι αν επιλέξουμε την συνάρτηση πυκνότητας πιθανότητας q(x) να έχει πιο λεπτές ουρές, δηλαδή
να συγκλίνει πιο γρήγορα στο μηδέν, από την συνάρτηση πυκνότητας πιθανότητας f(x) τότε είναι
πιθανόν να πάρουμε μεγάλη διασπορά. Η στρατηγική που επιλέγουμε λοιπόν είναι να διαλέγουμε

την q να έχει τουλάχιστον το ίδιο παχές ουρές όπως και η f.

Παράδειγμα 3.4 ΄Εστω X μια συνεχής τυχαία μεταβλητή που ακολουθεί την κατανομή Student
με δύο βαθμούς ελευθερίας, δηλαδή X ∼ t(2). Ας υπενθυμίσουμε ότι η συνάρτηση πυκνότητας
πιθανότητας f(x) της t(2), ορίζεται ως:

f(x) =
1

2
√
2(1 +

x2

2
)3⧸2

, x ∈ R.

΄Εστω ότι εμείς ενδιαφερόμαστε για τον υπολογισμό της ποσότητας

I = P (X ≥ 2 ) =

+∞∫
2

f(x)dx =

+∞∫
−∞

h(x) · f(x)dx,
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όπου f(x) είναι η συνάρτηση πυκνότητας πιθανότητας της t(2), ενώ η συνάρτηση h(x) ορίζεται
ως:

h(x) =

{
1 , x ≥ 2

0, x < 2.

Η πραγματική τιμή αυτής της πιθανότητας σύμφωνα με την R, στρογγυλοποιώντας στα τέσσερα
δεκαδικά ψηφία, είναι 0.0918. Θα θέλαμε λοιπόν εμείς να προσεγγίσουμε αυτήν την τιμή κάνο-
ντας χρήση της μεθόδου δειγματοληψίας σπουδαιότητας. Δύο υποψήφιες συναρτήσεις πυκνότητας

πιθανότητας q(x) που θα μποροούσαν να μας δώσουν αυτό που θέλουμε είναι η τυποποιημένη κα-
νονική κατανομή (N (0, 1)) και η κατανομή Cauchy όπου είναι κεντραρισμένη στο μηδέν και έχει
παράμετρο κλίμακας 1 (C(0, 1)). Αρχικά ας θέσουμε τις συναρτήσεις πυκνότητας πιθανότητας που
έχουν αυτές οι δύο κατανομές, ως q1(x) και q2(x) αντίστοιχα. Τότε θα έχουμε:

q1(x) =
1√
2π

· e−x2⧸2
και q2(x) =

1

π(1 + x2)
, x ∈ R.

Πριν προχωρήσουμε στην μέθοδο μας, θα ήταν καλό να σχεδιάσουμε αυτές τις τρείς συναρτήσεις

πυκνότητας πιθανότητας για να ελέγξουμε αν παραβιάζεται κάποιος περιορισμός. Από το Διάγραμ-

μα 3.6 παρατηρούμε ότι η τυποποιημένη κανονική κατανομή έχει πιο λεπτές ουρές από την t(2),
σε αντίθεση με την Cauchy κατανομή που έχει πιο παχές ουρές. Ο κώδικας που χρησιμοποιήσαμε
είναι ο ακόλουθος:

> x<−seq ( −6 ,6 ,0 .1)
> f<−f unc t i on (x ){ dt (x , df=2)}
> q1<−f unc t i on (x ){dnorm(x , 0 , 1 )}
> q2<−f unc t i on (x ){ dcauchy (x , 0 , 1 )}
> p lo t (x , f ( x ) , type=” l ” , lwd=2, c o l=”red ” , ylab=””)
> l i n e s (x , q2 (x ) , lwd=2)
> l i n e s (x , q1 (x ) , lwd=2, c o l=”green ”)
> l egend (” top r i gh t ” , l egend = c (”N(0 , 1 )” , ” t (2 )” , ”C(0 , 1 ) ” ) ,

lwd = 3 , c o l = c (” green ” ,” red ” , ” black ”) )

Σύμφωνα με την παραπάνω παρατήρηση που κάναμε, αναμένουμε τα αποτελέσματα που θα πάρου-

με από την μέθοδο δειγματοληψίας σπουδαιότητας χρησιμοποιώντας την συνάρτηση πυκνότητας

πιθανότητας q1(x) να παρουσιάζουν αυξημένη διασπορά σε σχέση με αυτά από την συνάρτηση πυ-
κνότητας πιθανότητας q2(x). ΄Εχουμε λοιπόν ότι οι αμερόληπτοι εκτιμητές που μας δίνει η μέθοδος
δειγματοληψίας σπουδαιότητας, χρησιμοποιώντας τις συναρτήσεις πυκνότητας πιθανότητας q1(x)
και q2(x) είναι:

Î1is,n =
1

n

n∑
i=1

h(xi)·
f(xi)

q1(xi)
, xi ∼ N (0, 1) και Î2is,n =

1

n

n∑
i=1

h(yi)·
f(yi)

q2(yi)
, yi ∼ C(0, 1),

ενώ θα έχουν τυπικές αποκλίσεις:

ê1is,n =
1

n

√√√√ n∑
i=1

(
h(xi) · f(xi)

q(xi)
− Î1is,n )2 και ê2is,n =

1

n

√√√√ n∑
i=1

(
h(yi) · f(yi)

q(yi)
− Î2is,n )2.

Ο κώδικας που χρησιμοποιήσαμε είναι ο εξής:
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Διάγραμμα 3.6: Στο παραπάνω διάγραμμα έχουμε σχεδιάσει τις συναρτήσεις πυκνότητας πιθα-

νότητας της N (0, 1) (πράσινο χρώμα), της t(1) (κόκκινο χρώμα) και της C(0,1) (μαύρο χρώμα).

> Ibar1<−rep (0 ,10ˆ3)
> Ibar2<−rep (0 ,10ˆ3)
> er ror1<−rep (0 ,10ˆ3)
> er ror2<−rep (0 ,10ˆ3)
> h<−f unc t i on (x ){ as . numeric (x>2)}
> f o r ( i in 1 :10ˆ3){

s e t . seed (1 )
x<−rnorm ( i , 0 , 1 )
y<−rcauchy ( i , 0 , 1 )
Ibar1 [ i ]<−mean ( ( h(x )∗ f ( x ) )/ q1 (x ) )
Ibar2 [ i ]<−mean ( ( h(y )∗ f ( y ) )/ q2 (y ) )
e r r o r 1 [ i ]<−( s q r t (sum ( ( ( ( f ( x )∗h(x ) )/ q1 (x))− Ibar1 [ i ] ) ˆ 2 ) ) ) / i
e r r o r 2 [ i ]<−( s q r t (sum ( ( ( ( f ( y )∗h(y ) )/ q2 (y))− Ibar2 [ i ] ) ˆ 2 ) ) ) / i }

> par (mfrow=c (1 , 2 ) )
> p lo t ( Ibar1 , type=” l ” , lwd=2, ylim=c ( −0 .1 ,0 . 3 ) , c o l=”red ”

, ylab=””, xlab=”n”)
> l i n e s ( Ibar2 , lwd=2, c o l=”gold ”)
> ab l i n e (h=0.0918 , lwd=2)
> p lo t ( Ibar2 +1.96∗ er ror2 , type=” l ” , lwd=2, c o l=”gold ”

, yl im=c ( −0 .1 ,0 . 5 ) , y lab=””, xlab=”n”)
> l i n e s ( Ibar2 −1.96∗ er ror2 , c o l=”gold ” , lwd=2)
> l i n e s ( Ibar1 +1.96∗ er ror1 , c o l=”red ” , lwd=2)
> l i n e s ( Ibar1 −1.96∗ er ror1 , c o l=”red ” , lwd=2)

80



Διάγραμμα 3.7: Στό αριστερό διάγραμμα βλέπουμε την εκτίμηση που μας δίνει η μέθοδος δειγ-

ματοληψίας σπουδαιότητας καθώς μεγαλώνει το πλήθος του δείγματος που παράγουμε από την

N (0, 1) (κόκκινο χρώμα) και από την C(0, 1) (κίτρινο χρώμα), ενώ με μαύρο χρώμα παρουσι-
άζουμε την πραγματική τιμή του ολοκληρώματος. Στο δεξί διάγραμμα έχουμε σχεδιάσει τα 95%
διαστήματα εμπιστοσύνης που υπολογίστηκαν για κάθε τιμή του n ξεχωριστά, όπου πάλι το κόκ-
κινο και κίτρινο χρώμα αφορά την εκτίμηση από την N (0, 1) και C(0, 1) αντίστοιχα.

Παρατηρούμε από το Διάγραμμα 3.7 ότι η προσέγγιση του ολοκληρώματος με την μέθοδο δειγ-

ματοληψίας σπουδαιότητας, όταν χρησιμοποιούμε ως q(x) την συνάρτηση πυκνότητας πιθανότητας
της τυποποιημένης κανονικής κατανομής (κόκκινη καμπύλη), παρουσιάζει κάποια άλματα. Αυτό

οφείλεται στις μεγάλες τιμές που παίρνει ο λόγος:

f(x)

q1(x)
=

1

2
√
2(1 +

x2

2
)3⧸2

1√
2π

· e−x2⧸2

=

√
2π · ex2⧸2

2
√
2(1 +

x2

2
)3⧸2

=

√
π · ex2⧸2

2(1 +
x2

2
)3⧸2

,

καθώς το x παίρνει μεγαλύτερες τιμές. Με άλλα λόγια, επειδή η τυποποιημένη κανονική κατανομή
αποδίδει πολύ μικρή πιθανότητα σε μεγάλα x (μικρότερη από αυτήν που αποδίδει η κατανομή
Student με δύο βαθμούς ελευθερίας) πρέπει ο λόγος αυτός, όπου στην βιβλιογραφία αναφέρεται
ως βάρος δειγματοληψίας, να πάρει μεγάλες τιμές για να αντισταθμίσει αυτήν την διαφωνία μεταξύ

των δύο κατανομών. Για παράδειγμα μπορούμε να δούμε ότι η μεγαλύτερη τιμή του x που μας
δίνει η τυποποιημένη κανονική κατανομή είναι η 3.810277, όπου μας την δίνει ως την 495 τυχαία
της τιμή (εκεί που παρατηρούμε και το άλμα στο γράφημα μας). Στην συνέχεια υπολογίζουμε ότι

το βάρος δειγματοληψίας στην συγκεκριμένη τιμή του x προς το συνολικό άθροισμα βαρών είναι
ίσο με περίπου 0.05. Επομένως βλέπουμε ότι μια μοναδική τιμή έχει βάρος περίπου 5% σε ένα
δείγμα 1000 τιμών. Αρα είναι εύλογο το συμπέρασμα ότι δεν μπορούμε να εμπιστευτούμε μια τέτοια
εκτίμηση. Ο κώδικας που χρησιμοποιήσαμε στην R για την εξαγωγή αυτών των αποτελεσμάτων
είναι ο εξής:
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> s e t . seed (1 )
> x<−rnorm (10ˆ3 ,0 ,1 )
> order ( x ) [ 1 0 ˆ 3 ]
[ 1 ] 495
> x max<−x [ order ( x ) [ 1 0 ˆ 3 ] ]
> x max
[ 1 ] 3 .810277
> w1<−rep (0 ,10ˆ3)
> f o r ( i in 1 : 10ˆ3){
+ w1 [ i ]<−( f ( x [ i ] ) ) / q1 (x [ i ] )
+ }
> w1 [ order ( x ) [ 1 0 ˆ 3 ] ] / sum(w1)
[ 1 ] 0 .05388479

3.4 Μέθοδοι Μείωσης Σφάλματος

Σκοπός μας είναι να εκτιμήσουμε την ποσότητα

I =

∫
A

g(x) dx =

∫
A

h(x) · f(x) dx,

όπου f(x) είναι μια συνάρτηση πυκνότητας πιθανότητας με στήριγμα A. Στην αρχή του κεφαλαίου
είχαμε δείξει ότι το σφάλμα της βασικής Monte Carlo ολοκλήρωσης, ή με άλλα λόγια η ταχύτητα
σύγκλισης της, είναι ίση με τον λόγο σ⧸

√
n, όπου με σ έχουμε συμβολίσει την ρίζα της διασποράς

V ar[h(X)]. Επομένως για να μειώσουμε το σφάλμα της μεθόδου μας ή ισοδύναμα να έχουμε πιο
γρήγορη σύγκλιση στην ποσότητα που θέλουμε να εκτιμήσουμε υπάρχουν δύο μονοπάτια που

μπορούμε να ακολουθήσουμε. Η πρώτη σκέψη θα ήταν να μεγαλώσουμε τον παρανομάστη του

σφάλματατος, δηλαδή να πάρουμε περισσότερες τυχαίες τιμές από την κατανομή f, κάτι που οδηγεί
σε αυξημένο υπολογιστικό κόστος και για αυτόν τον λόγο δεν προτιμάται. Η δεύτερη σκέψη είναι να

μειώσουμε τον όρο σ που βρίσκεται στον αριθμητή του κλάσματος, χωρίς παράλληλα να πειράξουμε
την αμεροληψία του εκτιμητή. Πάνω σε αυτην σκέψη έχουν διαμορφωθεί αρκετές μεθοδολογίες,

όπου κάποιες από αυτές θα δούμε στην παρούσα ενότητα.

3.4.1 Αντίθετες Μεταβλητές

Γνωρίζουμε από βασικές γνώσεις στατιστικής, ότι η διασπορά του αθροίσματος δύο τυχαίων με-

ταβλητών X, X̃ ορίζεται ως:

V ar[X + X̃] = V ar[X] + V ar[X̃] + 2Cov(X, X̃),

όπου με Cov συμβολίζουμε την συνδιακύμανση των δύο τυχαίων μεταβλητών. Τώρα αν οι τυχαίες
μεταβλητές είναι ανεξάρτητες, τότε ο τελευταίος όρος διαγράφεται, μιας και ισούται με μηδέν. Για

αυτόν ακριβώς τον λόγο παίρναμε ισόνομες και ανεξάρτητες τυχαίες τιμές από την κατανομή f
στην βασική μέθοδο Monte Carlo, καθώς ο όρος της συνδιακύμανσης διαγραφόταν. Σε αντίθεση
λοιπόν με την βασική μέθοδο ολοκλήρωσης Monte Carlo, η μέθοδος των αντίθετων μεταβλητών
επιδιώκει να κρατήσει τον όρο της συνδιακύμανσης κάνοντάς τον αρνητικό, μειώνοντας έτσι την

διασπορά της εκτίμησης. Από εδώ και πέρα θα λέμε ότι δύο τυχαίες μεταβλητές X, X̃ στον ίδιο

χώρο πιθανότητας, θα λέγονται αντίθετες μεταβλητές αν έχουν την ίδια κατανομή f και αρνητική
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συνδιακύμανση. Οπότε σύμφωνα με τον τρόπο που τις ορίσαμε θα ισχύει ότι:

Ef [h(X̃)] = Ef [h(X)] =

∫
A

h(x) · f(x) dx,

καθώς και

V ar[h(X̃)] = V ar[h(X)] = σ2.

΄Εστω λοιπόν ότι θέλουμε να εκτιμήσουμε την ποσότητα I = Ef [h(X)]. Αρχικά πρώτο μας μέλημα
είναι να παράξουμε n ανεξάρτητα ζευγάρια τιμών (x1, x̃1), (x2, x̃2), (xn, x̃n) , όπου τα x̃i προέκυψαν

από ένα μετασχηματισμό των xi, και ικανοποιούν τις συνθήκες των αντίθετων μεταβλητών, δηλαδή

xi, x̃i ∼ f, Cov(xi, x̃i) < 0 ∀i = 1, ..., n.

Τότε θα μπορούσαμε να εκτιμήσουμε την ποσότητα I μέσω του εκτιμητή:

ÎAN,n =
1

2n

n∑
i=1

h(xi) + h(x̃i).

Μια πρώτη παρατήρηση για αυτόν τον εκτιμητή, είναι ότι αποτελεί μια αμερόληπτη εκτιμήτρια του

ολοκληρώματος I. Πράγματι έχουμε:

E[ÎAN,n] = E[
1

2n

n∑
i=1

h(xi) + h(x̃i)]

=
1

2n

n∑
i=1

E[h(xi)] + E[h(x̃i)] =
1

2n
[nI + nI]

= I,

ενώ για την διασπορά του, έχουμε τους παρακάτω υπολογισμούς:

V ar[ÎAN,n] = V ar[
1

2n

n∑
i=1

h(xi) + h(x̃i)]

=
1

4n2
{

n∑
i=1

V ar[h(xi)] +
n∑

i=1

V ar[h(x̃i)] + 2
n∑

i=1

Cov[h(xi), h(x̃i)] }

=
1

4n2
{ n · V ar[h(X)] + n · V ar[h(X̃)] + 2n · Cov[h(X), h(X̃)] }

=
σ2

2n
+

Cov[h(X), h(X̃)]

2n
= V ar[Î2n] +

Cov[h(X), h(X̃)]

2n
,

όπου V ar[Î2n] είναι η διασπορά που θα μας είχε δώσει η βασική μέθοδος ολοκλήρωσης Monte
Carlo αν είχαμε παράξει 2n στο πλήθος τιμές xi ∼ f . Επομένως παρατηρούμε ότι αν ισχύει
Cov[h(X), h(X̃)] < 0, θα έχουμε καταφέρει να μειώσουμε την διασπορά και άρα και την ταχύτητα
σύγκλισης του εκτιμητή. Επιπλέον είναι φανερό ότι μειώνουμε ταυτόχρονα και το υπολογιστικό

κόστος, καθώς παράγουμε μόνο n τιμές και όχι 2n. Το φαινόμενο αυτό είναι λογικό, μιας και οι
n σε πλήθος τιμές x̃i εξάγονται μέσω ενός απλού μετασχηματισμού που εξαρτάται μόνο από τα n
σε πλήθος xi που προσομοιώσαμε από την κατανομή f.

Παρατήρηση:

Αν θέσουμε Yi =
h(xi) + h(x̃i)

2
∀ i = 1, .., n τότε παίρνουμε ότι

ÎAN,n =
1

n

n∑
i=1

Yi.
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Βέβαια τα Yi, από κατασκευή τους, είναι ανεξάρτητα και ισόνομα και επομένως, όπως και στην

βασικήMonte Carlo ολοκλήρωση, μπορούμε να έχουμε μια εκτίμηση για το τυπικό σφάλμα, καθώς
και την δυνατότητα κατασκευής ενός (1 − α)% διαστήματος εμπιστοσύνης για το ολοκλήρωμα I
που θέλουμε να προσεγγίσουμε. Πράγματι λοιπόν, μπορούμε να εκτιμήσουμε την διασπορά της

ÎAN,n από την σχέση

ˆV ar[ÎAN,n] = σ̂2
AN =

1

n · (n− 1)

n∑
i=1

( Yi − ÎAN,n )
2.

Επιπλέον επειδή όπως είπαμε τα Yi είναι ανεξάρτητα και ισόνομα, το κεντρικό οριακό θεώρημα μας

δίνει ότι

1

m

m∑
i=1

Yi −
∫
A

h(x) · f(x) dx√
σ̂2
AN

=
ÎAN,n − I

σ̂AN

−→ N (0, 1) , n −→ +∞.

Επομένως εύκολα μπορούμε να δείξουμε ότι ένα (1 − α)% διάστημα εμπιστοσύνης για το ολο-
κλήρωμα I είναι

ÎAN,n ± σ̂AN · Zα⧸2.

Τώρα ήρθε η ώρα να δούμε πώς μπορούμε πρακτικά να έχουμε δύο αντίθετες μεταβλητές. Ενα πολύ

σημαντικό εργαλείο σε αυτήν μας την προσπάθεια παίζει η ομοιόμορφη κατανομή στο διάστημα

(0, 1), καθώς γνωρίζουμε ότι αν μια τυχαία μεταβλητή X ∼ U(0, 1) τότε και η τυχαία μεταβλητή
X̃ = 1−X ∼ U(0, 1). Επομένως το μόνο που μας μένει να δείξουμε είναι ότι αυτές οι δύο τυχαίες
μεταβλητές, όπως τις ορίσαμε, έχουν αρνητική συνδιακύμανση. Πράγματι έχουμε:

Cov(X, X̃) = E{ (U − E[U ]) · (1− U − E[1− U ]) }

= E[−(U − 0.5)2] = −E[U2] + E[U ]− 1

4

= −V ar[U ]− (E[U ])2 + E[U ]− 1

4
= − 1

12
− 1

4
+

1

2
− 1

4

= − 1

12
< 0.

Παρατήρηση:

Απο τον τύπο που αποδείξαμε για την διασπορά εκτιμήτριας της μεθόδου αντίθετων μεταβλητών,

βλέπουμε ότι δεν αρκεί να ισχύει Cov[X, X̃] < 0, αλλά αυτή η αρνητική συσχέτιση θέλουμε να
εισέρχεται και μέσα από την συνάρτηση h(x). Σε αυτό το ζήτημα έρχεται να μας δώσει λύση
η ανίσοτητα του Chebychev, όπου και θα την αναφέρουμε χωρίς απόδειξη. Αυτή λοιπόν η
ανισότητα μας λέει ότι αν θεωρήσουμε μια τυχαία μεταβλητή X και δύο αύξουσες συναρτήσεις f, g
για τις οποίες ισχύει Cov[f(X), g(X)] < ∞, τότε θα έχουμε Cov[f(X), g(X)] ≥ 0. Επομένως
σύμφωνα με αυτό το θεώρημα μπορούμε να πούμε ότι παίρνοντας την τυχαία μεταβλητή X να
ακολουθεί την U(0, 1) και θέσουμε X̃ = 1 − X, τότε αν η συνάρτηση h(x) είναι μονότονη θα
έχουμε το επιθυμητό αποτέλεσμα, δηλαδή Cov[h(X), h(X̃] ⩽ 0. Σε αυτό το σημείο διακρίνουμε
δύο περιπτώσεις:

• Αν έχουμε ότι h(x) είναι μια αύξουσα συνάρτηση, τότε και η συνάρτηση −h(1− x) θα είναι
αύξουσα συνάρτηση. Επομένως από την ανισότητα που διατυπώσαμε, θα ισχύει

Cov[h(X),−h(1−X)] ≥ 0 ⇒ Cov[h(X), h(1−X)] = Cov[h(X), h(X̃)] ⩽ 0.
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• Αν έχουμε ότι h(x) είναι μια φθίνουσα συνάρτηση, τότε η συνάρτηση −h(x) θα είναι αύξουσα
συνάρτηση, ενώ ταυτόχρονα η συνάρτηση h(1 − x) θα είναι και αυτή αύξουσα συνάρτηση.
Επομένως από την ανισότητα που διατυπώσαμε, θα ισχύει

Cov[−h(X), h(1−X)] ≥ 0 ⇒ Cov[h(X), h(1−X)] = Cov[h(X), h(X̃)] ⩽ 0.

Επομένως δείξαμε ότι αν παράξουμε τυχαίες τιμές από την τυχαία μεταβλητή X ∼ U(0, 1) και
θέσουμε X̃ = 1 − X, τότε αν η συνάρτηση h(x) είναι μονότονη θα έχουμε πράγματι ότι
Cov[h(X), h(X̃)] < 0. Αξίζει να κάνουμε εδώ την παρατήρηση ότι αν η συνάρτηση h(x) είναι

γραμμική, δηλαδή είναι της μορφής h(x) = α · x + β, τότε παίρνουμε V ar[ÎAN,n] = 0. Πράγματι
έχουμε ότι:

V ar[ÎAN,n] =
V ar[h(X)]

n
+

Cov[h(X), h(X̃)]

n
=

V ar[α · U + β]

n
+

Cov[α · U + β, α · (1− U) + β]

n

=
α2 · V ar[U ]

n
+

α2 · Cov(U, 1− U)

n
=

α2

12n
− α2

12n

= 0.

Αρα σύμφωνα με το παραπάνω αποτέλεσμα έχουμε την δυνατότητα να υπολογίσουμε ακριβώς

το ολοκλήρωμα I παράγοντας απλά μια τιμή u ∼ U(0, 1), γεγονός που μειώνει κατά πολύ το
υπολογιστικό κόστος που θα καταβάλλουμε. Γενικά, σε περίπτωση που έχουμε την h(x) να είναι
μια γραμμική συνάρτηση θα καταφεύγουμε πάντα στην μέθοδο αντίθετων συντελεστών.

Παράδειγμα 3.5 ΄Εστω ότι θέλουμε να υπολογίσουμε το ολοκλήρωμα

I =

1∫
0

h(x) dx =

1∫
0

(3x+ 2) dx =

1∫
0

h(x) · f(x) dx,

όπου f(x) είναι η συνάρτηση πυκνότητας πιθανότητας της ομοιόμορφης κατανομής στο διάστημα
(0, 1). Τότε σύμφωνα με την μέθοδο των αντίθετων συντελεστών και λαμβάνοντας υπόψην ότι
η συνάρτηση h(x) είναι γραμμική ως προς x, μπορούμε να προσεγγίσουμε ακριβώς το ζητούμενο
ολοκλήρωμα. ΄Ετσι το μόνο που έχουμε να κάνουμε είναι να παράξουμε μια τυχαία τιμή x από την
κατανομή U(0, 1), όπου αφού θέσουμε x̃ = 1 − x, να υπολογίσουμε τον εκτιμητή της μεθόδου
αντίθετων συντελεστών

h(x) + h(x̃)

2
,

όπου σύμφωνα με την θεωρία αναμένουμε να δώσει την πραγματική τιμή του ολοκληρώματος, που

είναι 3.5. Αυτό συμβαίνει και στην πράξη, καθώς όπως παρατηρούμε στο Δίαγραμμα 3.8 ο εκτιμητής

της μεθόδου αντίθετων συντελεστών (μώβ χρώμα) καταφέρνει να υπολογίσει ακριβώς την τιμή

του ολοκληρώματος, με μηδενικό σφάλμα, από τίς πρώτες δύο κιόλας τιμές. Σε αντίθεση με τον

εκτιμητή της μεθόδου αντίθετων συντελεστών, ο εκτιμητής της βασικής μεθόδου ολοκλήρωσης

Monte Carlo (κόκκινο χρώμα) αργεί να συγκλίνει προς την πραγματική λύση του ολοκληρώματος.
Για παράδειγμα βλέπουμε ότι για δύο τυχαίες τιμές, που είναι ομοιόμορφα κατανεμημένες στο

διάστημα (0,1), μας επιστρέφει διασπορά ίση με 0.08. Ο κώδικας που χρησιμοποιήσαμε στην R για
να υλοποιήσουμε την μέθοδο αντίθετων συντελεστών, καθώς και την βασική μέθοδο ολοκλήρωσης

Monte Carlo, είναι ο εξής:
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> h<−f unc t i on (x ){3∗x + 2 }
> I1<−rep (0 ,500) ; I2<−rep (0 ,500)
> var1<−rep (0 ,500) ; var2<−rep (0 ,500)
> f o r ( i in 1 : 500 ){

s e t . seed (40)
u<−r un i f ( i , 0 , 1 )
x<−u
x t i l d a<−1−u
Y<−(h(x)+h( x t i l d a ) )/2
I1 [ i ]<−mean(Y)
I2 [ i ]<−mean(h(u ) )
var2 [ i ]<−(sum( ( h(u)−mean(h(u ) ) ) ˆ 2 ) ) / ( i ∗( i −1))
var1 [ i ]<−(sum( (Y−mean(Y) ) ˆ 2 ) ) / ( i ∗( i −1)) }

> p lo t ( I1 , lwd=2, type=” l ” , c o l=”purple ” , ylim=c ( 3 . 1 , 3 . 8 ) , x lab=”n”)
> l i n e s ( I2 , lwd=2, c o l=”red ”)
> var1 [ 2 ]
[ 1 ] 0
> var2 [ 2 ]
[ 1 ] 0 .08064614

Διάγραμμα 3.8: Με κόκκινο και μώβ χρώμα παρατηρούμε την εκτίμηση που μας δίνει η βασική

ολοκλήρωση Monte Carlo και η μέθοδος αντίθετων μεταβλητών αντίστοιχα, καθώς μεγαλώνει το
πλήθος των τιμών που παράγουμε από την U(0, 1).
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Παράδειγμα 3.6 Ας δούμε αυτήν την φορά ένα ολοκλήρωμα στο οποίο η h(x) δεν είναι μια
γραμμική συνάρτηση. ΄Εστω λοιπόν ότι θέλουμε να υπολογίσουμε το ολοκλήρωμα

I =

1∫
0

h(x) dx =

1∫
0

x · e−x dx =

1∫
0

h(x) · f(x) dx,

όπου και πάλι η f(x) είναι η συνάρτηση πυκνότητας πιθανότητας της ομοιόμορφης κατανομής στο
διάστημα (0, 1). Τότε αυτό το ολοκλήρωμα θα μπορούσαμε να το εκτιμήσουμε με την βασική
μέθοδο Monte Carlo, μέσω της σχέσης:

Îm =
1

m

m∑
i=1

h(xi) , xi ∼ U(0, 1),

όπου κατά τα γνωστά, για κάθε m να εκτιμήσουμε την διασπορά της εκτίμησης και ένα 95%
διάστημα εμπιτοσύνης για το I. Παρατηρούμε όμως ότι η συνάρτηση h(x) είναι γνησίως αύξουσα
συνάρτηση στο δίαστημα (0, 1), επομένως θα μπορούσαμε με την μέθοδο αντίθετων συντελεστών
να καταφέρουμε να μειώσουμε το σφάλμα της εκτίμησης που μας έδωσε η βασική Monte Carlo
ολοκλήρωση. Πράγματι αν παράξουμεm τιμές από την τυχαία μεταβλητήX ∼ U(0, 1) και θέσουμε
X̃ = 1−X, μπορούμε να προσεγγίσουμε το ολοκλήρωμα μας, από την σχέση:

ÎAN,m =
1

m

m∑
i=1

h(xi) + h(x̃i)

2
=

1

m

m∑
i=1

Yi,

όπου την διασπορά αυτής της εκτιμήτριας, όπως έχουμε πεί, μπορούμε να την εκτιμήσουμε από

τον τύπο:

ˆV ar[ÎAN,n] = σ̂2
AN =

1

m · (m− 1)

m∑
1

( Yi − ÎAN,n )
2.

Απο την γραφική παράσταση, που βλέπουμε στο Διάγραμμα 3.9, είναι ξεκάθαρο ότι ο εκτιμητής

της μεθόδου αντίθετων μεταβλητών συγκλίνει πιο νωρίς από τον κλασικό εκτιμητή, δηλαδή με άλλα

λόγια έχει μικρότερη διασπορά. Ο κώδικας που χρησιμοποιήσαμε στην R για να προσεγγίσουμε
το ολοκλήρωμα I κάνοντας χρήση των δύο μεθόδων είναι ο εξής:

> h<−f unc t i on (x ){ exp(−x )∗x}
> I1<−rep (0 ,500) ; I2<−rep (0 ,500)
> var1<−rep (0 ,500) ; var2<−rep (0 ,500)
> f o r ( i in 1 : 500 ){

s e t . seed (40)
u<−r un i f ( i , 0 , 1 )
x<−u
x t i l d a<−1−u
Y<−(h(x)+h( x t i l d a ) )/2
I1 [ i ]<−mean(Y)
I2 [ i ]<−mean(h(u ) )
var2 [ i ]<−(sum( ( h(u)−mean(h(u ) ) ) ˆ 2 ) ) / ( i ∗( i −1))
var1 [ i ]<−(sum( (Y−mean(Y) ) ˆ 2 ) ) / ( i ∗( i −1)) }

> p lo t ( I1 , lwd=2, type=” l ” , c o l=”purple ” , yl im=c ( 0 . 2 , 0 . 3 ) , x lab=”n”)
> l i n e s ( I2 , lwd=2, c o l=”red ”)
> ab l i n e (h=(exp (1)−2)/ exp (1 ) , lwd=2)
> var2 [ 5 0 0 ] / var1 [ 5 0 0 ]
[ 1 ] 9 .088996
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Διάγραμμα 3.9: Με κόκκινο και μώβ χρώμα παρατηρούμε την εκτίμηση που μας δίνει η βασική

ολοκλήρωση Monte Carlo και η μέθοδος αντίθετων μεταβλητών αντίστοιχα, καθώς μεγαλώνει
το πλήθος των τιμών που παράγουμε από την U(0, 1). Τέλος με μαύρο χρώμα βλέπουμε την
πραγματική τιμή του ολοκληρώματος.

Επίσης απο τα αποτελέσματα που πήραμε, μπορούμε να παρατηρήσουμε ότι για 500 τυχαίες τι-

μές από την U(0,1), η διασπορά του εκτιμητή της μεθόδου αντίθετων συντελεστών είναι 9 φορές
μικρότερη απο εκείνη που μας δίνει η βασική μέθοδος ολοκλήρωσης Monte Carlo. Στο ίδιο συ-
μπέρασμα για την αποτελεσματικότητα των δύο αυτών μεθόδων καταλήγουμε και αν για κάθε m,
κατασκευάσουμε ένα 95% διάστημα εμπιστοσύνης για το ζητούμενο ολοκλήρωμα I. Το 95% δια-
στήματα εμπιστοσύνης για την μέθοδο αντίθετων συντελεστών το βρίσκουμε (ως εφαρμογή του

κεντρικού οριακού θεωρήματος) από την σχέση:

ÎAN,m ± 1.96 · σ̂AN .

Από το Διάγραμμα 3.10 ειναι φανερό ότι το εύρος των διαστημάτων είναι αρκετά μειωμένο στην

μέθοδο αντίθετων μεταβλητών σε σχέση με τα αντίστοιχα εύρη διαστημάτων που μας δίνει η βασική

μέθοδος. Ο κώδικας που χρησιμοποιήσαμε για την δημιουργία των διαστημάτων εμπιστοσύνης είναι

ο εξής:

> p lo t ( I1 +1.96∗ s q r t ( var1 ) , lwd=2, type=” l ” , c o l=”purple ”
, yl im=c ( 0 . 1 , 0 . 3 5 ) , y lab=”” , xlab=”n”)

> l i n e s ( I1 −1.96∗ s q r t ( var1 ) , lwd=2, c o l=”purple ”)
> l i n e s ( I2 +1.96∗ s q r t ( var2 ) , lwd=2, c o l=”red ”)
> l i n e s ( I2 −1.96∗ s q r t ( var2 ) , lwd=2, c o l=”red ”)
> ab l i n e (h=(exp (1)−2)/ exp (1 ) , lwd=2)
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Διάγραμμα 3.10: Με κόκκινο και μώβ χρώμα παρατηρούμε τα 95% διαστήματα εμπιστοσύνης που
κατασκευάστηκαν για την βασική μέθοδο ολοκλήρωσης Monte Carlo και της μεθόδου αντίθετων
μεταβλητών αντίστοιχα, για κάθε m ξεχωριστά. Ενώ με μαύρο χρώμα βλέπουμε την πραγματική
τιμή του ολοκληρώματος.

Παρατήρηση: Στις δύο προηγούμενες εφαρμογές που μελετήσαμε, βόλευε και πήραμε ως

f(x) την συνάρτηση πυκνότητα πιθανότητας της U(0, 1). Το ερώτημα που προκύπτει άμεσα, είναι
πώς θα κατασκευάζαμε τις αντίθετες μεταβλητές X, X̃ στην περίπτωση όπου η f(x) ήταν μια
άλλη συνάρτηση πυκνότητας πιθανότητας. Την λύση στις περισσότερες περιπτώσεις αυτού του

ερωτήματος, έρχεται να δώσει η μέθοδος αντιστροφής που είχαμε μελετήσει στην Ενότητα 2.2.

Πράγματι είχαμε δεί ότι αν μια τυχαία μεταβλητή X ακολουθεί την κατανομή f, τότε μπορούμε να
παράξουμε τυχαίες τιμές x1, x2, .., xn με το να θέσουμε xi = F−1(ui), όπου F

−1
είναι η αντίστροφη

της συνάρτησης κατανομής και ui ∼ U(0, 1). Επομένως αν θέσουμε X = F−1(U) και X̃ =
F−1(1− U) , τότε επειδή η F−1

είναι μονότονη συνάρτηση, από την ανισότητα του Chebychev
θα έχουμε το επιθυμητό αποτέλεσμα, δηλαδή ότι X, X̃ θα είναι αντίθετες μεταβλητές. Ας δούμε

και ένα παράδειγμα που χρησιμοποιούμε αυτόν τον συλλογισμό.

Παράδειγμα 3.7 ΄Εστω μια τυχαία μεταβλητή X που ακολουθεί την εκθετική κατανομή με πα-
ράμετρο λ = 1, δηλαδή έχουμε X ∼ E(1). Εμείς ενδιαφερόμαστε να υπολογίσουμε την ποσότητα
P (X ⩽ 1.5). Εύκολα μπορούμε να δείξουμε ότι η πραγματική τιμή αυτής της πιθανότητας είναι
περίπου 0.777. Επομένως με βάση αυτό το αποτέλεσμα θέλουμε να δούμε την αποτελεσματικότητα

που έχουν οι εκτιμητές της βασική μεθόδουMonte Carlo και των αντίθετων συντελεστών. Αρχικά
παρατηρούμε ότι ποσότητα που θέλουμε να προσεγγίσουμε γράφεται ως

I = P (X ⩽ 1.5) =

1.5∫
0

e−x dx =

+∞∫
0

h(x) · f(x) dx,
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όπου f(x) είναι η συνάρτηση πυκνότητας πιθανότητας της E(1) και η συνάρτηση h(x) είναι μια
δίκλαδη συνάρτηση που ορίζεται ως

h(x) =

{
1, x ⩽ 1.5

0, x > 1.5.

Τότε η βασική μέθοδος ολοκλήρωσης Monte Carlo μας λέει ότι αν παράξουμε ένα τυχαίο δείγμα
x1, ..., xn από την κατανομή f(x), θα μπορούμε να εκτιμήσουμε το I από τον εκτιμητή

În =
1

n

n∑
i=1

h(xi).

Τώρα για την μέθοδο αντίθετων συντελεστών εκμεταλευόμαστε την παραπάνω παρατηρήση που

διατυπώσαμε, όπου λέει ότι αν παράξουμε n στο πλήθος τυχαίες τιμές από την U(0, 1) και θέσουμε
xi = F−1(ui) και x̃i = F−1(1− ui), όπου F

−1(u) = −ln(u), τότε τα xi, x̃i θα ακολουθούν την

επιθυμητή κατανομή f και θα είναι αρνητικά συσχετισμένα για κάθε i = 1, ..., n. ΄Ετσι σύμφωνα με
την μέθοδο αντίθετων μεταβλητων ένας εκτιμητής για την ποσότητα I είναι ο

ÎAN,n =
1

n

n∑
i=1

h(xi) + h(x̃i)

2
.

Από το Διάγραμμα 3.11 βλέπουμε ότι όντως ο εκτιμητής από την μέθοδο αντίθετων μεταβλητών

συγκλίνει πιο γρήγορα στην πραγματική τιμή της ζητούμενης πιθανότητας. Επιπλέον απο τα

αποτελέσματα, παρατηρούμε ότι η μέθοδος αντίθετων συντελεστών μας δίνει περίπου τρείς φορές

μικρότερη διασπορά σε σχέση με την βασική μέθοδο ολοκλήρωσης Monte Carlo. Ο κώδικας που
χρησιμοποιήσαμε στην R για τον υπολογισμό αυτών των δύο εκτιμητριών είναι ο εξής:

> h<−f unc t i on (x ){ as . numeric (x<1.5)}
> F<−f unc t i on (x ){ −l og (x )}
> I<−rep (0 ,10ˆ3)
> I AN<−rep (0 ,10ˆ3)
> var<−rep (0 ,500)
> var AN<−rep (0 ,500)
> f o r ( i in 1 :10ˆ3){ s e t . seed (10)

u<−r un i f ( i , 0 , 1 )
x2<−F(u)
x t i l d a2<−F(1−u)
x<−rexp ( i , 1 )
Y<−(h( x2)+h( x t i l d a 2 ))/2
I AN [ i ]<−mean(Y)
I [ i ]<−mean(h(x ) )
var [ i ]<−(sum( ( h(x)−mean(h(x ) ) ) ˆ 2 ) ) / ( i ∗( i −1))

var AN [ i ]<−(sum( (Y−mean(Y) ) ˆ 2 ) ) / ( i ∗( i −1))
}

> p lo t ( I , lwd=2, type=” l ” , c o l=”red ” , yl im=c ( 0 . 6 , 0 . 9 ) , x lab=”n”)
> l i n e s ( I AN , lwd=2, c o l=”purple ”) ; ab l i n e (h= 0 .777 , lwd=2)
> var [ 5 0 0 ] / var AN [ 5 0 0 ]
[ 1 ] 2 .925239
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Διάγραμμα 3.11: Με κόκκινο και μώβ χρώμα παρατηρούμε την εκτίμηση που μας δίνει η κλασική

ολοκλήρωση Monte Carlo και η μέθοδος αντίθετων μεταβλητών αντίστοιχα, καθώς μεγαλώνει το
πλήθος των τιμών που προσομοιώνουμε. Ενώ με μαύρο χρώμα βλέπουμε την πραγματική τιμή του

ζητούμενου ολοκληρώματος.

3.4.2 Ρυθμιστικές Μεταβλητές

Ας θεωρήσουμε και πάλι ότι ενδιαφερόμαστε να υπολογίσουμε το ολοκλήρωμα I = Ef [h(X)],
όπου η τυχαία μεταβλητή X έχει συνάρτηση πυκνότητας πιθανότητας f(x) με στήριγμα A. Τότε
μια ακόμα σημαντική μέθοδος, για να μειώσουμε το σφάλμα της βασικής μεθόδου ολοκλήρωσης

Monte Carlo, είναι η μέθοδος των ρυθμιστικών μεταβλητών. Η βασική ιδέα σε αυτήν την μέθοδο
που χρησιμοποιούμε, βρίσκεται στο γεγονός ότι αν έχουμε έναν μετασχηματισμό της τυχαίας

μεταβλητής X, δηλαδή αν υπάρχει μια συνάρτηση k(x) όπου κατά μια έννοια να μοιάζει με την
συνάρτηση h(x), και γνωρίζουμε ή μπορούμε να υπολογίσουμε εύκολα την μέση τιμή της, τότε
μπορούμε εκμεταλλευόμενοι την γραμμικότητα της μέσης τιμής να γράψουμε την ποσότητα I ως:

I = Ef [h(X)] = Ef [h(X)− k(X)] + Ef [k(X)].

Επομένως αν παράξουμε n στο πλήθος τιμές xi από την κατανομή f, θα μπορούσαμε να εκτιμήσουμε
την ποσότητα I μέσω του εκτιμητή:

Îcv,n =
1

n

n∑
i=1

[h(xi)− k(xi)] + Ef [k(X)], xi ∼ f.

Μπορούμε πολύ εύκολα να δείξουμε ότι το Îcv,n είναι ένας αμερόληπτος εκτιμητής της ζητούμενης
ποσότητας I. Πράγματι έχουμε:

Ef [Îcv,n] = Ef [
1

n

n∑
i=1

[h(xi)− k(xi)] + Ef [k(X) ]

=
1

n
[ n · Ef [h(X)]− n · Ef [k(X)] ] + Ef [k(X)] = Ef [h(X)] = I,

91



ενώ η διασπορα αυτού του εκτιμητή υπολογίζεται, εκμεταλλευόμενοι ότι η ποσότητα E[k(X)] είναι
ένας γνωστός αριθμός, ως:

V ar[Îcv,n] = V ar[
1

n

n∑
i=1

[h(xi)− k(xi)]

=
1

n2
[

n∑
i=1

V ar[h(xi)− k(xi) ] =
1

n
[ V ar[h(X)] + V ar[k(X)]− 2Cov[h(X), k(X)] ].

Η διασπορά που μόλις υπολογίσαμε θα θέλαμε, για να έχει κάποιο νόημα η μέθοδος των ρυθμιστι-

κών μεταβλητών, να μας δίνει μικρότερη τιμή σε σχέση με την αντίστοιχη διασπορά που μας έδινε

η βασική μέθοδος ολοκλήρωσης Monte Carlo. Προς αυτήν την κατεύθυνση, θα θέλαμε να ισχύει:

V ar[În]

V ar[Îcv,n]
> 1 ⇒

V ar[h(X)]

n
V ar[h(X)] + V ar[k(X)]− 2Cov[h(X), k(X)] ]

n

> 1

⇒ V ar[h(X)]

V ar[h(X)] + V ar[k(X)]− 2Cov[h(X), k(X)] ]
> 1

⇒ V ar[k(X)]− 2Cov[h(X), k(X)] < 0 ⇒ 2Cov[h(X), k(X)] > V ar[k(X)].

Οπότε, κάθε φορά που θα προσπαθούμε να υπολογίσουμε ένα ολοκλήρωμα σύμφωνα με την μέθοδο

των ρυθμιστικών μεταβλητών, θα πρέπει πάντα να ελέγχουμε αν ισχύει η σχέση:

2Cov[h(X), k(X)] > V ar[k(X)].

Να κάνουμε εδώ την παρατήρηση ότι συνήθως την διασπορά της εκτιμήτριας Îcv,n, δεν θα μπορούμε
να την υπολογίσουμε αναλυτικά. Επομένως ένας αμερόληπτος εκτιμητής της θα είναι ο

ˆV ar[În] := σ2
cv =

1

(n− 1) · n

n∑
i=1

[ h(xi)− k(xi)− Îcv,n − E[k(X)] ]2.

Παράδειγμα 3.8 ΄Εστω ότι θέλουμε να υπολογίσουμε την τρίτη ροπή της τυχαίας μεταβλητής

X που ακολουθεί την ομοιόμορφη κατανομή στο διάστημα (0, 1), δηλαδή

I = E[h(X)] =

1∫
0

h(x) · 1 dx =

1∫
0

x3 dx.

Γνωρίζουμε ότι αυτό το ολοκλήρωμα ισούται με 0.25, αλλά θα θέλαμε να συγκρίνουμε την βασική

ολοκλήρωσηMonte Carlo με την μέθοδο ρυθμιστικών μεταβλητών ως προς την αποτελεσματικότη-
τα τους. Αρχικά η βασική μέθοδος θα προσέγγιζε την πραγματική τιμή από ένα δείγμα x1, x2, ..., xn

που ακολουθεί την U(0, 1), μέσω του εκτιμητή

În =
1

n

n∑
i=1

h(xi).
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Απο την άλλη μεριά, επειδή γνωρίζουμε ότι η δεύτερη ροπή της τυχαίας μεταβλητής X ισούται με
1⧸3, θα μπορούσαμε να γράψουμε την ποσότητα I ως:

I =

1∫
0

x3 dx =

1∫
0

x3 − x2 dx +

1∫
0

x2 dx =

1∫
0

x3 − x2 dx +
1

3
.

Επομένως θα μπορούσαμε να παράξουμε ένα τυχαίο δείγμα x1, x2, ..., xn που ακολουθεί την U(0, 1)
και να εκτιμήσουμε την ζητούμενη ποσότητα μέσω της εκτιμήτριας

Îcv,n =
1

n

n∑
i=1

[h(xi)− k(xi)] + E[k(X)] =
1

n

n∑
i=1

[ x3
i − x2

i ] +
1

3
.

Πριν προχωρήσουμε στην υλοποίηση και την σύγκριση των δύο μεθόδων, θα πρέπει να δούμε αν

ικανοποιείται η συνθήκη

2Cov[h(X), k(X)] > V ar[k(X)] ⇒ 2Cov[X3, X2] > V ar[X2].

Προς αυτήν την κατεύθυνση, παρότι μπορούμε εύκολα να υπολογίσουμε αναλυτικά τις παραπάνω

ποσότητες, η R μας δίνει την δυνατότητα να προσεγγίσουμε την παραπάνω συνθήκη κάνοντας
χρήση των εντολών cov και var.

> h<−f unc t i on (x ){ xˆ3 }
> k<−f unc t i on (x ){ xˆ2 }
> x<−r un i f (10ˆ3)
> 2∗ cov (h(x ) , k (x))−var (k (x ) )
[ 1 ] 0 .07254467

Από τα αποτελέσματα που μας έδωσε η R βλέπουμε ότι η συνθήκη ικανοποιείται, οπότε είμαστε
έτοιμοι να εφαρμόσουμε και τις δύο μεθόδους. Ο κώδικας που χρησιμοποιήσαμε στην R είναι ο
εξής:

> CV<−f unc t i on (x ){ h(x)−k (x ) }
> I cv<−rep (0 ,10ˆ3)
> I<−rep (0 ,10ˆ3)
> var<−rep (0 ,10ˆ3)
> VARcv<−rep (0 ,10ˆ3)
> f o r ( i in 1 :10ˆ3){

s e t . seed (1 )
x<−r un i f ( i )
I c v [ i ]<−mean(CV(x ) ) + 1/3
I [ i ]<−mean(h(x ) )
var [ i ]<−(sum( ( h(x)−mean(h(x ) ) ) ˆ 2 ) ) / ( i ∗( i −1))
VARcv [ i ] <− (sum( ( h(x)−k (x)−mean(CV(x ) ) ) ˆ 2 ) ) / ( i ∗( i −1)) }

>p lo t ( I cv , lwd=2, type=” l ” , c o l=”purple ” , yl im=c (0 . 1 5 , 0 . 3 5 ) , x lab=”n”)
> l i n e s ( I , lwd=2, c o l=”red ”)
> ab l i n e (h=0.25 , lwd=2)
> var [ 1 0ˆ3 ] /VARcv[ 1 0 ˆ 3 ]
[ 1 ] 32 .84994
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Διάγραμμα 3.12: Με κόκκινο και μώβ χρώμα παρατηρούμε την εκτίμηση που μας δίνει η βασική

μέθοδος ολοκλήρωσης Monte Carlo και η μέθοδος ρυθμιστικών μεταβλητών αντίστοιχα, όσο
μεγαλώνει το πλήθος των τιμών. Ενώ με μαύρο χρώμα βλέπουμε την πραγματική τιμή του I.

Από το Διάγραμμα 3.12 είναι φανερό ότι ο εκτιμητής της μεθόδου ρυθμιστικών μεταβλητών κα-

ταφέρνει να συγκλίνει στην ζητούμενη ποσότητα I αρκετά γρηγορότερα, οπότε είναι ξεκάθαρο
ότι πετύχαμε μια μείωση στην διασπορά. Για παράδειγμα βλέπουμε ότι για 1000 στο πλήθος τιμές
x1, x2, ..., xn που ακολουθούν την U(0, 1), η διασπορά σε σχέση με την βασική μέθοδο ολοκλήρω-
σης Monte Carlo έχει μειωθεί περίπου κατά 33 φορές.

Παρατηρούμε τώρα ότι εαν έχουμε καταφέρει να βρούμε μια συνάρτηση k(x), όπου με βάση αυτή
μειώσαμε το σφάλμα της βασικής Monte Carlo ολοκλήρωσης, θα μπορούμε αντί της συνάρτησης
k(x) να εισάγουμε την α · k(x), όπου α ∈ R∗

και θα την συμβολίσουμε με k̃(x). Προφανώς,
εφόσον γνωρίζαμε την μέση τιμή E[k(X)], θα γνωρίζουμε λόγω βασικών ιδιοτήτων και την μέση
τιμή της k̃(x), μιας και θα ισχύει E[k̃(X)] = α ·E[k(X)]. ΄Επομένως παράγοντας ένα τυχαίο δείγμα
x1, x2, ..., xn από την κατανομή f, ο εκτιμητής της μεθόδου αντίθετων συντελεστών γράφεται ως:

Îcv,n =
1

n

n∑
i=1

[h(xi)− k̃(xi)] + E[k̃(X)],

όπου θα έχει διασπορά

V ar[Îcv,n] = V ar[
1

n

n∑
i=1

[h(xi)− k̃(xi)]

=
1

n
[ V ar[h(X)] + V ar[k̃(X)]− 2Cov[h(X), k̃(X)] ]

= V ar[În]− [
2Cov[h(X), k̃(X)]− V ar[k̃(X)] ]

n

= V ar[În]−
[ 2αCov[h(X), k(X)]− α2V ar[k(X)] ]

n
.
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Σύμφωνα με τα παραπάνω, είναι εύλογο το ερώτημα για το ποιά θα πρέπει να είναι η τιμή του α.
Προφανώς η τιμή α = 0 δεν έχει κάποιο νόημα και για αυτόν τον λόγο όπως έχουμε ήδη γράψει
ισχύει α ∈ R∗

. Εφόσον έχουμε ως στόχο την ελάττωση της διασποράς που μας δίνει ο εκτιμητής,

θα μπορούσαμε να θεωρήσουμε την συνάρτηση M(α) να είναι η διασπορά της εκτιμήτριας Îcv,n
και στην συνέχεια με απλά εργαλεία της ανάλυσης να βρούμε την τιμή του α που ελαχιστοποιεί
την διασπορά. Πράγματι έχουμε:

dM(α)

dα
= 2α · V ar[k(X)]− 2Cov[h(X), k(X)].

Οπότε θέτοντας την παράγωγο ίση με μηδέν και λύνοντας ως προς α παίρνουμε:

αopt =
Cov[h(X), k(X)]

V ar[k(X)]
.

Αντικαθιστώντας αυτήν την τιμή του α στον τύπο της διασποράς, παίρνουμε:

V ar[Îcv,n] = V ar[În]−

2Cov2[h(X), k(X)]− Cov[h(X), k(X)]

V ar[k(X)]

n

= V ar[În]−
Cov2[h(X), k(X)]

V ar[k(X)]
· 1
n

= V ar[În]− a2opt ·
V ar[k(X)]

n
=

V ar[h(X)]− a2optV ar[k(X)]

n
.

Να κάνουμε εδώ την παρατήρηση, ότι στις περισσότερες εφαρμογές ο αριθμός αopt δεν είναι εύκολο

να υπολογιστεί αναλυτικά. Για αυτόν τον λόγο τον εκτιμούμε από το:

α̂opt =
ˆCov[h(X), k(X)]

ˆV ar[k(X)]
=

1

n− 1
·

n∑
i=1

[ h(xi)− h̄n ] · [k(xi)− k̄n ]

1

n− 1

n∑
i=1

[ k(xi)− k̄n ]2
, xi ∼ f.

Παρατήρηση:

Συμβολίζουμε με ϱh,k τον συντελεστή συσχέτισης των τυχαίων μεταβλητών h(X) και k(X), όπου
ορίζεται ως:

ϱh,k =
Cov[h(X), k(X)]√

V ar[h(X)] ·
√
V ar[k(X)]

, και ισχύει − 1 ⩽ ϱh,k ⩽ 1.

Τότε αν προσπαθήσουμε να δούμε τον λόγο των διασπορών που μας δίνει η βασική μέθοδος

ολοκλήρωσης Monte Carlo με την μέθοδο ρυθμιστικών μεταβλητών, θα έχουμε:

V ar[În]

V ar[Îcv,n]
=

V ar[h(X)]

n
V ar[h(X)]− a2optV ar[k(X)]

n

=
V ar[h(X)]

V ar[h(X)]− Cov2[h(X), k(X)]

V ar2[k(X)]
V ar[k(X)]

=
V ar[h(X)]

V ar[h(X)] ( 1− Cov2[h(X), k(X)]

V ar[h(X)]V ar[k(X)]
)

=
1

1− ϱ2h,k
.

Επομένως όσο μεγαλύτερο συντελεστή συσχέτισης έχουμε, τόσο μεγαλύτερη αποδοτικότητα θα

πάρουμε στην μέθοδο ρυθμιστικών μεταβλητών.
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Παράδειγμα 3.9 ΄Εστω ότι θέλουμε να υπολογίσουμε το ολοκλήρωμα

I =

1∫
0

1

1 + x
dx =

1∫
0

h(x) · f(x) dx,

όπου η συνάρτηση f(x) είναι η συνάρτηση πιθανότητας της ομοιόμορφης κατανομής στο διάστημα
(0, 1). Γνωρίζουμε ότι το ολοκλήρωμα αυτό ισούται με την τιμή ln(2). ΄Ομως εμείς θέλουμε
να δούμε την αποτελεσματικότητα που έχει η μέθοδος των ρυθμιστικών μεταβλητών σε σχέση

με αυτήν της κλασικής Monte Carlo ολοκλήρωσης. Αρχικά η κλασική μέθοδος μας λέει ότι
αν παράξουμε x1, x2, .., xn τιμές από την U(0, 1), τότε μπορούμε να εκτιμήσουμε το ζητούμενο
ολοκλήρωμα μέσω του εκτιμητή:

În =
1

n

n∑
i=1

h(xi) =
1

n

n∑
i=1

1

1 + xi

,

όπου την διασπορά του την υπολογίζουμε μέσω της εκτιμήτριας:

ˆV ar[În] =
ˆV ar[h(X)]

n
=

n∑
i=1

[ h(xi)− h̄n ]2

n · (n− 1)
.

Απο την άλλη μεριά, παρατηρούμε ότι το ολοκλήρωμα που θέλουμε να υπολογίσουμε μπορεί να

γραφτεί και ως:

I =

1∫
0

1

1 + x
dx =

1∫
0

[
1

1 + x
− αx ] dx +

1∫
0

αx dx =

1∫
0

h(x)− αk(x) dx + α ·
1∫

0

k(x) dx.

Ομως γνωρίζουμε ότι το ολοκλήρωμα της συνάρτησης k(x) = x στο διάστημα [0, 1] ισούται με
0.5. Αρα σύμφωνα με την μέθοδο ρυθμιστικών μεταβλητών, αν παράξουμε ένα τυχαίο δείγμα

x1, x2, .., xn από την U(0, 1), τότε μπορούμε να εκτιμήσουμε το ολοκλήρωμα I μέσω του εκτιμητή:

Îcv,n =
1

n

n∑
i=1

[ h(xi)− α · k(xi) ] + α · 1
2
,

όπου το α το προσεγγίζουμε από την σχέση:

α̂opt =
ˆCov[h(X), k(X)]

ˆV ar[k(X)]
=

1

n− 1
·

n∑
i=1

[ h(xi − h̄n ] · [k(xi)− k̄n ]

1

n− 1

n∑
i=1

[ k(xi)− k̄n ]2
.

Επιπλέον την διασπορά του εκτιμητή Îcv,n την προσεγγίζουμε από τον εκτιμητή:

ˆV ar[Îcv,n] = ˆV ar[În]− â2opt ·
ˆV ar[k(X)]

n
= ˆV ar[În]− â2opt ·

n∑
i=1

[ k(xi)− k̄n ]2

n · (n− 1)
.

Απο το Διάγραμμα 3.13 που μας έδωσε η R, βλέπουμε ότι ο εκτιμητής της μεθόδου ρυθμιστικών
μεταβλητών συγκλίνει πιο γρήγορα στην πραγματική τιμή ή με άλλα λόγια έχει πετύχει την μείωση

της διασποράς. Επιπλέον βλέπουμε ότι για 1000 τιμές από την U(0, 1) η μέθοδος ρυθμιστικών
μεταβλητών καταφέρνει να έχει περίπου 83 φορές μικρότερη διασπορά σε σχέση με την βασική
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μέθοδο Monte Carlo. Ο κώδικας που χρησιμοποιήσαμε στην R για την πραγματοποίηση αυτων
των δύο μεθόδων είναι ο ακόλουθος:

> h<−f unc t i on (x ){ 1/(1+x) } ; g<−f unc t i on (x ){ x }
> y<−r un i f (10ˆ3) ; a<−(cov (h(y ) , g ( y ) )/ var ( g (y ) ) )
> a
[ 1 ] −0.4776824
> I cv<−rep (0 ,10ˆ3) ; I<−rep (0 ,10ˆ3)
> var<−rep (0 ,10ˆ3) ; VARcv<−rep (0 ,10ˆ3)
> f o r ( i in 1 :10ˆ3){ s e t . seed (10)

x<−r un i f ( i )
I c v [ i ]<−mean(h(x ) − a ∗ g (x ) ) + ( a ∗ 1/2)
I [ i ]<−mean(h(x ) ) ; var [ i ]<−var (h(x ) )/ i
VARcv [ i ] <− var [ i ] − a∗a∗var ( g (x ) )/ i }

> p lo t ( I cv , lwd=2, type=” l ” , c o l=”purple ” , yl im=c (0 . 6 5 , 0 . 75 )
, xlab=””)

> l i n e s ( I , lwd=2, c o l=”red ”) ; ab l i n e (h=log ( 2 ) , lwd=2)
> var [ 1 0ˆ3 ] /VARcv[ 1 0 ˆ 3 ]
[ 1 ] 83 .188

Διάγραμμα 3.13: Με κόκκινο και μώβ χρώμα παρατηρούμε την εκτίμηση που μας δίνει η βασική

μέθοδος ολοκλήρωσης Monte Carlo και η μέθοδος ρυθμιστικών μεταβλητών αντίστοιχα, καθώς
μεγαλώνει το πλήθος των τιμών. Ενώ με μαύρο χρώμα βλέπουμε την πραγματική τιμή του I.
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4 ΒΕΛΤΙΣΤΟΠΟΙΗΣΗ MONTE CARLO

4.1 Εισαγωγή

΄Ενας ακόμη μεγάλος κλάδος των μαθηματικών που βρίσκει εφαρμογή σε διάφορες επιστήμες είναι

η βελτιστοποίηση μιας συνάρτησης f(x), όπου το x παίρνει τιμές στον χώρο X ⊂ Rn. Με τον
όρο βελτιστοποίηση εννοούμε την εύρεση ενός x∗ ∈ X, τέτοιου ώστε είτε να είναι ελάχιστο είτε
μέγιστο σημείο της συνάρτησης f(x) που μας απασχολεί. Προφανώς μπορούμε να εστιάσουμε σε
έναν από τους δύο χαρακτηρισμούς, για παράδειγμα στην εύρεση ελαχίστων, μιας και γνωρίζουμε

ότι αν το x∗ ∈ X αποτελεί σημείο ελαχίστου της −f(x), τότε θα ισχύει ότι το x∗
είναι σημείο

μεγίστου για την συνάρτηση f(x). Να αναφέρουμε σε αυτό το σημείο ότι μια συνάρτηση f μπορεί
να εμφανίζει ολικά ελάχιστα αλλά και τοπικά ελάχιστα ή αντίστοιχα μέγιστα. Ας διατυπώσουμε

τους αυστηρά μαθηματικούς ορισμούς που διέπουν αυτούς του χαρακτηρισμούς σημείων.

΄Εστω λοιπόν μια συνάρτηση f : X → R τότε έχουμε ότι:

• Το x∗ ∈ X λέγεται σημείο ολικού ελαχίστου, ή απλώς σημείο ελαχίστου, της f στον X αν
ισχύει f(x∗) ⩽ f(x) ∀x ∈ X.

• Το x∗ ∈ X λέγεται σημείο τοπικού ελαχίστου της f αν ∃ δ > 0 ώστε να ισχύει

f(x∗) ⩽ f(x) ∀x ∈ B(x∗, δ),

όπου με B(x∗, δ) έχουμε συμβολίσει την σφαίρα στον χώρο X με κέντρο x∗
και ακτίνα δ.

• Το x∗ ∈ X λέγεται σημείο ολικού μεγίστου, ή απλώς σημείο μεγίστου, της f στον X αν
ισχύει f(x∗) ≥ f(x) ∀x ∈ X.

• Το x∗ ∈ X λέγεται σημείο τοπικού μεγίστου της f αν ∃ δ > 0 ώστε να ισχύει

f(x∗) ≥ f(x) ∀x ∈ B(x∗, δ).

Επειδή στις περισσότερες εφαρμογές που ερχόμαστε αντιμέτωποι μας απασχολεί η εύρεση ολικών

μεγίστων ή ελαχίστων, είναι προφανές ότι οι μέθοδοι που κατασκευάζουμε θα θέλαμε να έχουν

την ικανότητα αποφυγής τοπικών λύσεων. Στο πέρασμα των χρόνων, διάφοροι επιστήμονες έχουν

δημοσιεύσει πολύ σημαντικές και ταυτόχρονα λειτουργικές μεθόδους για την βελτιστοποίηση μιας

συνάρτησης f(x). Αυτές χωρίζονται αρχικά σε δύο μεγάλες κατηγορίες. Η πρώτη κατηγορία ακο-
ύει στο όνομα ντετερμινιστικές αριθμητικές μέθοδοι βελτιστοποίησης, ενώ η δεύτερη ονομάζεται

στοχαστική βελτιστοποίηση και είναι αυτή που θα ασχοληθούμε εμείς στο παρόν κεφάλαιο. ΄Οσον

αναφορά την πρώτη κατηγορία, έχουν αναπτυχθεί πολλές σπουδαίες μεθοδολογίες, όπως για πα-

ράδειγμα η μέθοδος απότομης κατάβασης Να κάνουμε εδώ την παρατήρηση ότι σε αντίθεση με την

στοχαστική βελτιστοποίηση, οι αριθμητικές μέθοδοι βελτιστοποίησης δίνουν μεγάλο βάρος στις

αναλυτικές ιδιότητες τόσο του χώρου X όσο και της συνάρτησης f. Τέτοιες ιδιότητες αφορούν
συνήθως την διαφορισιμότητα, κυρτότητα της συνάρτησης, καθώς και την συμπάγεια του χώρου.

Για αυτόν τον λόγο, όταν έχουμε να ασχοληθούμε με περίπλοκες συναρτήσεις f και χώρους X,
όπου είναι δύσκολο να μελετηθούν τέτοιες ιδιότητες, επιλέγουμε την στοχαστική βελτιστοποίηση.

Επίσης όπως θα δούμε και στην συνέχεια του κεφαλαίου, στον κλάδο της στοχαστικής βελτιστοπο-

ίησης έχουν αναπτυχθεί μέθοδοι, όπως η μέθοδος προσομοιωμένης ανόπτησης, όπου σε αντίθεση

με τις ντετερμινιστικές μεθόδους καταφέρνουν να αποφύγουν τοπικές λύσεις του προβλήματος

βελτιστοποίησης.

Η R μας παρέχει διάφορες αριθμητικές μεθόδους βελτιστοποίησης, για παράδειγμα έχουμε
την δυνατότητα να βρούμε το μέγιστο ή το ελάχιστο μιας συνάρτησης f(x) όπου x ∈ R, δηλαδή
βρισκόμαστε σε ένα μονοδιάστατο πρόβλημα, μέσω της εντολής optimize . Η εντολή αυτή παίρνει
ως ορίσματα
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• Στην πρώτη θέση την συνάρτηση f όπου θέλουμε να βελτιστοποιήσουμε.

• Στην δεύτερη θέση βάζουμε το διάστημα στο οποίο θέλουμε ο αλγόριθμος να αναζητήσει
κάποιο βέλτιστο σημείο.

• Στην τρίτη θέση λέμε στην R αν ψάχνουμε το μέγιστο ή το ελάχιστο της συνάρτησης f. Αν
δεν βάλουμε τίποτα η εντολή ψάχνει αυτόματα να βρεί το ελάχιστο σημείο της f. Οπότε αν
ενδιαφερόμαστε για τον υπολογισμό του μέγιστου σημείου πρέπει να γράψουμε

maximum = TRUE.

Βάζοντας λοιπόν αυτά τα ορίσματα, η εντολή μας επιστρέφει δύο αποτελέσματα. Το πρώτο είναι το

$minimum ή $maximum , ανάλογα με το τι επιλέξαμε να βρούμε, και αυτή η τιμή αναφέρεται
στο σημείο x∗

που ελαχιστοποιεί ή μεγιστοποιεί την f αντίστοιχα. Το δεύτερο αποτέλεσμα είναι
το $objective, όπου αυτό μας δίνει την ελάχιστη ή μέγιστη τιμη της f, δηλαδή το f(x∗). Ας
δώσουμε ένα απλό παράδειγμα για την κατανόηση αυτής της εντολής.

Παράδειγμα 4.1 ΄Εστω ότι θέλουμε να βρούμε το ελάχιστο της συνάρτησης f : (0, 1) −→ R
με τύπο

f(x) = x2 − x.

Εύκολα μπορούμε αναλυτικά να δείξουμε ότι το ελάχιστο της συνάρτησης f λαμβάνεται στο σημείο
x∗ = 0.5 και έχει την τιμή f(x∗) = −0.25. Τα ίδια αποτελέσματα μας δίνει και η εντολή optimize.
Παρακάτω δίνουμε τον κώδικα που χρησιμοποιήσαμε στην R για τον υπολογισμό του ελαχίστου
σημείου.

> f<−f unc t i on (x ){
xˆ2−x
}

> opt imize ( f , c ( 0 , 1 ) )
$minimum
[ 1 ] 0 . 5

$ob j e c t i v e
[ 1 ] −0.25

Στο παραπάνω παράδειγμα είδαμε ότι η εντολή optimize κατάφερε να βρεί την σωστή λύση στο
πρόβλημα μας. Παρ΄ όλα αυτά, υπάρχουν περιπτώσεις όπου η εντολή αυτή αποτυγχάνει να βρεί

το ολικό βέλτιστο μιας συνάρτησης f(x), δίνοντας μας μια τοπική λύση. Παρακάτω βλέπουμε ένα
τέτοιο παράδειγμα.

Παράδειγμα 4.2 ΄Εστω ότι θέλουμε να βρούμε το σημείο όπου λαμβάνει ελάχιστη τιμή η συ-

νάρτηση f : (0, 2π) −→ R με τύπο

f(x) = sin(x) + sin(2x) + cos(3x).

Από την γραφική παράσταση της συνάρτησης στο Διάγραμμα 4.1, παρατηρούμε ότι λαμβάνει ε-

λάχιστο στο σημείο x∗ ≃ 5.27 με τιμή περίπου f(x∗) = −2.74. Σε αντίθεση με αυτές τις τιμές,
βλέπουμε ότι η εντολή optimize εγκλωβίζεται σε ένα τοπικό ελάχιστο που βρίσκεται στην θέση
x∗ ≃ 3.03 με τιμή f(x∗) = −1.05. Παρακάτω δίνουμε τον κώδικα που χρησιμοποιήσαμε στην R
για να πάρουμε αυτά τα αποτελέσματα.
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> x<−seq (0 ,2∗ pi , 0 . 0 1 )
> f<−f unc t i on (x ){
s i n (x)+ s i n (2∗x)+cos (3∗x )
}

> opt imize ( f , c (0 ,2∗ pi ) )
$minimum
[ 1 ] 3 .033129

$ob j e c t i v e
[ 1 ] −1.054505

> p lo t (x , f ( x ) , lwd=2, type=” l ”)
> ab l i n e (h=−1.054505 , c o l=”red ”)
> ab l i n e (h= −2.74 , c o l=”green ”)

Διάγραμμα 4.1: Με μαύρο χρώμα βλέπουμε την γραφική παράσταση της συνάρτησης f που θέλου-
με να βελτιστοποιήσουμε, ενώ με πράσινο και κόκκινο χρώμα έχουμε σχεδιάσει την πραγματική

ελάχιστη τιμή της f και την ελάχιστη τιμή που μας δίνει η εντολή optimize αντίστοιχα.
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4.2 Τυχαία Αναζήτηση

Μια πρώτη λύση που μπορούμε να παραθέσουμε για την εύρεση ελαχίστου ή μεγίστου μιας συ-

νάρτησης f, όπου ανήκει στην κατηγορία των στοχαστικών μεθόδων βελτιστοποίησης, φέρει το
όνομα τυχαία αναζήτηση. Αυτή η μέθοδος παρά την σχετική απλότητα που την χαρακτηρίζει,

είναι πολύ αποτελεσματική σε πληθώρα εφαρμογών και για αυτόν τον λόγο προτιμάται ιδιαιτέρως.

Πριν προχωρήσουμε στην διατύπωση της μεθόδου, ας ξαναθέσουμε το πρόβλημα που θέλουμε να

λύσουμε. ΄Εστω λοιπόν μια συνάρτηση f(x) όπου το x παίρνει τιμές στον X ⊂ Rn
. Τότε εμείς

ψάχνουμε το x∗
για το οποίο η συνάρτηση μας λαμβάνει την μέγιστη τιμή. Εδώ λοιπόν έρχεται η

μέθοδος της τυχαίας αναζήτησης, όπου βασίζεται στην ιδέα ότι αν καταφέρουμε να παράξουμε μια

ακολουθια τιμών x1,x2, ..,xn ∈ X από μια κατανομή g με στήριγμα τον χώρο X και θεωρήσουμε
την ακολουθία {x∗

i }ni=1 που σχηματίζεται ως :

x∗
1 = x1 και x∗

i =

{
xi , εάν f(xi) > f(x∗

i−1)

x∗
i−1, εάν f(xi) ⩽ f(x∗

i−1)
για i = 2, ..n,

τότε η ακολουθία {x∗
i }ni=1 συγκλίνει στην πραγματική τιμή x

∗
, καθώς το n τείνει στο άπειρο. Την

συγκεκριμένη απόδειξη δεν θα την γράψουμε, μιας και ξεφεύγει από τους σκοπούς της εργασίας.

΄Οπως είδαμε ο αλγόριθμος μας δεν έχει κάποια εμφανή δυσκολία στην εφαρμογή του, άλλα μπορεί

να γίνει ιδιαίτερα υπολογιστικά ακριβός σε περιπτώσεις που η κατανομή g επιλεχτεί χωρίς να
λάβουμε υπόψιν μας την συνάρτηση f που θέλουμε να μεγιστοποιήσουμε. Επομένως τίθεται
το ερώτημα για το ποιά θα πρέπει να είναι η επιλογή της κατανομής g. Μια πρώτη λύση είναι
να προσομοιώσουμε ομοιόμορφες τιμές στον χώρο X. Αυτή η διαδικασία μπορεί να εφαρμοστεί
εύκολα όταν ο χώρος X έχει απλή δομή, όπως για παράδειγμα είναι ένα συμπαγές σύνολο του R
της μορφής [α, β]. Στην περίπτωση όπου ο χώρος X έχει μια πιο σύνθετη μορφή, τότε θα πρέπει
να βρούμε ενα υπερσύνολο του με πιο απλή δομή, όπου αφού προσομοιώσουμε ομοιόμορφες τιμές,

θα πρέπει να απορρίψουμε αυτές που βρίσκονται εκτός του χώρου X.
Βέβαια, όπως είπαμε, μια τέτοια επιλογή ίσως χρειαστεί αυξημένο αριθμό τιμών για να συγκλίνει

στην πραγματική τιμή x∗
και άρα μεγαλύτερο υπολογιστικό κόστος, μιας και δεν λαμβάνουμε

καθόλου υπόψιν την συμπεριφορά της συνάρτησης f. Η δεύτερη ιδέα βασίζεται σε έναν πολύ
λογικό συλλογισμό που λέει ότι θα θέλαμε η συνάρτηση πυκνότητας πιθανότητας g(x) να δίνει
μεγαλύτερες πιθανότητες στα x ∈ X όπου η f λαμβάνει μεγάλες τιμές, ενώ μικρότερες πιθανότητες
σε αυτά που λαμβάνει μικρές τιμές. Πάνω σε αυτόν τον συλλογισμό μπορούμε να κάνουμε την

παρατήρηση ότι αν το x∗
αποτελεί σημείο μεγίστου για την συνάρτηση f(x), τότε το x∗

θα είναι

σημείο μεγίστου και για την συνάρτηση h(f(x)), όπου h(f(x)) είναι ένας μετασχηματισμός της
συνάρτησης f(x) με την συνάρτηση h να είναι γνησίως αύξουσα. Για παράδειγμα, αν παίρναμε
μια θετική σταθέρα k και θέταμε h(f(x)) = k · f(x), θα είμασταν σε θέση να επωφεληθούμε από
την παρατήρηση που μόλις κάναμε. Επομένως αν η συνάρτησή f(x) είναι ολοκληρώσιμη , δηλαδή
ισχύει ∫

X

f(x) dx = k < ∞,

θα μπορούσαμε να προσομοιώσουμε τυχαίες τιμές από μια κατανομή g με συνάρτηση πυκνότητας
πιθανότητας g(x) = f(x)⧸k. Προφανώς επειδή θέλουμε η g(x) να αποτελεί συνάρτηση πυκνότη-
τας πυκνότητα πιθανότητας, θα πρέπει να είναι μη αρνητική συνάρτηση για κάθε x ∈ X. Αρα ο
μετασχηματισμός g(x) = f(x)⧸k θα λειτουργήσει σωστά, μόνο όταν η f(x) λαμβάνει αποκλει-
στικά θετικές τιμές στον χώρο X. Στην περίπτωση όπου η f(x) παίρνει και αρνητικές τιμές, τότε
θα μπορούσαμε να μετασχηματίσουμε το πρόβλημα και να θεωρούσαμε ότι ψάχνουμε να βρούμε

το μέγιστο σημείο της συνάρτησης f̃(x) = f(x) + v, όπου v είναι μια θετική σταθερά. Είναι
προφανές ότι αυτή η προσθήκη της σταθεράς v θα πρέπει να γίνει με τέτοιον τρόπο ώστε η νέα
μας συνάρτηση f̃ να λαμβάνει αποκλειστικά θετικές τιμές στον χώρο X. Στην συνέχεια, όπως και
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στην προηγούμενη περίπτωση, θα βρίσκαμε την σταθερά κανονικοποίησης k̃ της συνάρτησης f̃(x)
και θα προσομοιώναμε τυχαίες τιμές από μια κατανομή g με συνάρτηση πυκνότητας πιθανότητας
g(x) = f̃(x)⧸k̃. Σε όποια από τις δύο περιπτώσεις και να βρισκόμαστε, η μέθοδος της τυχαίας
αναζήτησης θα γίνει πιο αποδοτική, μιας και η συνάρτηση πυκνότητας πιθανότητας g(x) θα έδινε
μεγαλύτερες πιθανότητες στα x ∈ X που μεγιστοποιούν την f και επομένως θα έιχαμε περισσότε-
ρες τιμές να βρίσκονται στην περιοχή του x∗

που είναι η πραγματική λύση του προβλήματος. Στο

σημείο αυτό πρέπει όμως να κάνουμε δύο παρατηρήσεις για το πώς θα παράξουμε τυχαίες τιμές

από την συνάρτηση πυκνότητας πιθανότητας g(x) = f(x)⧸k.

• Είναι πολύ πιθανό, ιδιαίτερα όταν αυξάνεται η διάσταση του προβλήματος, να μην μπορούμε να
υπολογίσουμε αναλυτικά την σταθερά κανονικοποίησης k. Σε μια τέτοια περίπτωση θα πρέπει
να ανατρέξουμε στις μεθόδους ολοκλήρωσηςMonte Carlo που συζητήσαμε στο προήγουμενο
κεφάλαιο.

• Επίσης είναι προφανές ότι η συνάρτηση πυκνότητας πιθανότητας g(x) = f(x)⧸k ενδέχεται
να μην είναι μια από τις γνωστές κατανομές, οπότε να μην μπορούμε να χρησιμοποιήσουμε

κάποια έτοιμη εντολή της R για να προσομοιώσουμε τυχαίες τιμές. Σε αυτήν την περίπτωση
μπορούμε να χρησιμοποιήσουμε μια από τις μεθόδους παραγωγής τυχαίων τιμών που είδαμε

στο δεύτερο κεφάλαιο, όπως είναι η μέθοδος αποδοχής – απόρριψης. Επιπλέον, αν βρισκόμα-

στε σε έναν πολυδιάστατο χώρο, οι μέθοδοι προσομοίωσης που έχουμε αναφέρει στο δεύτερο

κεφάλαιο δεν είναι αποδοτικοί. Σε μια τέτοια κατάσταση είναι αναγκαίο να κινηθούμε προς

τις μεθόδους MCMC (Markov Chain Monte Carlo).

Πάμε τώρα να δούμε μια απλή εφαρμογή, έτσι ώστε να καταλάβουμε την λειτουργικότητα της

μεθόδου.

Παράδειγμα 4.3 Ας θεωρήσουμε ότι ψάχνουμε να βρούμε το μέγιστο της συνάρτησης f(x),
όπου ορίζεται ως

f(x) = sin(2x) + sin(3x) +−cos2(2x) + 2, 5, x ∈ (0, 2π).

Δημιουργώντας με την βοήθεια της R το Διάγραμμα 4.2, όπου απεικονίζουμε την γραφική παράστα-
ση της f, μπορούμε να δούμε ότι λαμβάνει μέγιστο στο σημείο x∗ ≃ 0.67, με τιμή f(x∗) ≃ 4.33.
Παρ΄ όλα αυτά βλέπουμε ότι η εντολή optimize μας επιστρέφει ένα τοπικό μέγιστο της συνάρ-
τησης f στο x∗ ≃ 4.23, με τιμή f(x∗) ≃ 3.12. Για τα παραπάνω χρησιμοποιήσαμε τον παρακάτω
κώδικα στην R.

> x<−seq (0 ,2∗ pi , 0 . 0 1 )
> f<−f unc t i on (x ){ s i n (2∗x)+ s i n (3∗x)−( cos (2∗x ))ˆ2 + 2.5}
> opt imize ( f , c (0 ,2∗ pi ) ,maximum=TRUE)
$maximum
[ 1 ] 4 .225188

$ob j e c t i v e
[ 1 ] 3 .120877

> p lo t (x , f ( x ) , lwd=2, type=” l ”)
> ab l i n e (h=3.12 , c o l=”red ”)
> ab l i n e (h=4.33 , c o l=”green ”)
> l egend (” bot tomle f t ” , l egend = c (” f ( x )” ,” y = 3 .12” ,” y = 4 . 33” ) ,

lwd = 3 , c o l = c (” black ” ,” red ” , ” green ”) )
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Διάγραμμα 4.2: Με μαύρο χρώμα βλέπουμε την γραφική παράσταση της συνάρτησης f που θέλου-
με να βελτιστοποιήσουμε, ενώ με πράσινο και κόκκινο χρώμα έχουμε σχεδιάσει την πραγματική

μέγιστη τιμή της f και την μέγιστη τιμή που μας δίνει η εντολή optimize αντίστοιχα.

Επομένως τώρα θέλουμε να ελέγξουμε αν η μέθοδος της τυχαίας αναζήτησης έχει την δυνατότητα

να μας δώσει την πραγματική τιμή μεγίστου της συνάρτησης f, κάτι που η ντετερμινιστική μέθοδος
βελτιστοποίησης που χρησιμοποιεί η R δεν κατάφερε. Προς αυτήν την κατεύθυνση μια πρώτη λύση,
στο πρόβλημα που έχουμε να λύσουμε, θα ήταν να παράξουμε ομοιόμορφα κατανεμημένες τυχαίες

τιμές x1, x2, ..., xn στο διάστημα (0, 2π). Δηλαδή η κατανομή g που θα προσομοιώσουμε n σε
πλήθος τιμές, να είναι η ομοιόμορφη κατανομή U(0, 2π), όπου θα έχει συνάρτηση πυκνότητας
πιθανότητας

g(x) =
1

2π
, x ∈ (0, 2π) και μηδέν οπουδήποτε αλλού.

΄Επειτα όπως αναφέραμε στον αλγόριθμο της μεθόδου, δημιουργούμε την ακολουθία x∗
i όπου θα

συγκλίνει στην πραγματική τιμή του x∗
, καθώς το n αυξάνει. Οπότε πηγαίνουμε στην R και

πραγματοποιούμε τον παρακάτω κώδικα, όπου παράγουμε 500 τυχαίες τιμές από την κατανομή
U(0, 2π) και παρατηρούμε την συμπεριφορά αυτής της προσεγγιστικής ακολουθίας {x∗

i }ni=1 που

μας δίνει η μέθοδος της τυχαίας αναζήτησης. Ο κώδικας που χρησιμοποιήσαμε είναι ο εξής:

> xmax1<−rep (0 ,500)
> f o r ( i in 1 :500){

s e t . seed (121)
u<−r un i f ( i , 0 , 2∗ pi )
xmax1 [ i ]<−u [ order ( f (u ) ) [ i ] ]
}

> p lo t (xmax1 , lwd=2, type=” l ” , c o l=”red ” , xlab=”n”)
> ab l i n e (h=0.67 , lwd=2, c o l=”gold ”)
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Διάγραμμα 4.3: Στο γράφημα αυτό βλέπουμε με κόκκινο χρώμα την ακολουθία {x∗
i }ni=1 που μας

δίνει η μέθοδος τυχαίας αναζήτησης, όταν παράξουμε 500 τυχαίες τιμές από την κατανομή U(0, 2π).
Ενώ με κίτρινο χρώμα βλέπουμε την πραγματική τιμή του σημείου μεγίστου x∗ = 0.67, της συνάρ-
τησης f(x).

Από το Διάγραμμα 4.3 παρατηρούμε ότι η προσεγγιστική ακολουθία {x∗
i }ni=1, που πήραμε από την

μέθοδο τυχαίας αναζήτησης, συγκλίνει στην πραγματική τιμή x∗ = 0.67, καθώς το πλήθος των
σημείων που προσομοιώνουμε από την U(0, 2π) αυξάνει. Επομένως η μέθοδος λειτούργησε, παρότι
η κατανομή U(0, 2π) επιλέχτηκε ανεξάρτητα από την f(x). Επομένως είναι εύλογο να περιμένουμε
να πάρουμε μια πιο γρήγορη σύγκλιση στην περίπτωση που οι τιμές x1, x2, ..., xn παραχτούν από

μια κατανομή g που να λαμβάνει υπόψιν της την υπό–μεγιστοποίηση συνάρτηση f(x). Πάνω σε
αυτόν τον συλλογισμό, μπορούμε να παρατηρήσουμε εύκολα ότι:

2π∫
0

f(x) dx ≃ 12.64 = k < ∞.

Πράγματι, θα μπορούσαμε να εφαρμόσουμε την βασική μέθοδο ολοκλήρωσης Monte Carlo, μιας
και το ζητούμενο ολοκλήρωμα μπορεί να γραφτεί ως:

2π∫
0

f(x) dx = 2π

2π∫
0

f(x) · 1

2π
dx ≃ 2π ·

n∑
i=1

f(xi)

n
, xi ∼ U(0, 2π).

Οπότε με την βοήθεια της R, προσομοιώνοντας 1000 τυχαίες τιμές από την U(0, 2π), προκύπτει ότι
η σταθερά κανονικοποίσης της συνάρτησης f(x), που θέλουμε να μεγιστοποιήσουμε, είναι περίπου
ίση με 12.64. Ο κώδικας που χρησιμοποιήσαμε είναι ο παρακάτω.
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> x<−r un i f (10ˆ3 ,0 ,2∗ pi )
> I<−mean( f ( x ))∗2∗ pi
> I
[ 1 ] 12 .63986

Επομένως θα μπορούσαμε να παράξουμε τυχαίες τιμές από την κατανομή g με συνάρτηση πυκνότη-
τας πιθανότητας:

g(x) =
1

k
· f(x) =

f(x)

12.64
, x ∈ (0, 2π).

Προφανώς η κατανομή g δεν είναι κάποια από τις γνωστές κατανομές, όπου η R μας δίνει την
δυνατότητα να παράξουμε άμεσα τυχαίες τιμές. Για αυτόν τον λόγο θα χρησιμοποιήσουμε την

μέθοδο αποδοχής – απόρριψης που μελετήσαμε στην Ενότητα 3.4. Ως προτεινόμενη κατανομή q
θα μπορούσαμε να επιλέξουμε την U(0, 2π). Τότε μπορούμε να δούμε ότι ισχύει:

g(x)

q(x)
=

f(x)

12.64
1

2π

≃ 0.5 · f(x) < 2.25 = c.

΄Αρα σύμφωνα με τον αλγόριθμο αποδοχής-απόρριψης, αρχικά παράγουμε q1, q2, .., qn τυχαίες τι-
μές από την προτεινόμενη κατανομή U(0, 2π) και u1, u2, .., un από την κατανομή U(0, 1). Τότε
αποδεχόμαστε τις τιμές qi αν ισχύει:

ui ⩽
1

c
· g(qi)
q(qi)

⇔ 4, 5 · ui ⩽ f(qi).

Προφανώς, επειδή γνωρίζουμε ότι μια τιμή qi θα γίνει αποδεκτή με πιθανότητα 1⧸2.25 = 40%,
αναμένουμε να χρειαστούμε 1250 τυχαίες τιμές από την U(0, 2π) ώστε να έχουμε στο τέλος ένα
τυχαίο δείγμα περίπου 500 τιμών που να ακολουθούν την κατανομή στόχο g. Πράγματι μπορούμε
να παρατηρήσουμε ότι χρειάστηκαν 1151 τυχαίες τιμές από την κατανομή U(0, 2π). ΄Εχοντας κάνει
αυτήν την διαδικασία, είμαστε σε θέση να ξαναεφαρμόσουμε την μέθοδο της τυχαίας αναζήτησης.

Παρακάτω παραθέτουμε τον κώδικα που χρειαστήκαμε στην R για την υλοποίηση της μεθόδου
αποδοχής-απόρριψης, καθώς και για την μέθοδο τυχαίας αναζήτησης.

> g<−f unc t i on (x ){ f ( x )/12 .64 }
> k<−seq (0 ,2∗ pi , 0 . 0 0 0 1 ) ; i=1 ; j=1 ; x<−c ( )
> whi le ( i <500){ u<−r un i f ( 1 )

q<−r un i f (1 ,0 ,2∗ pi )
i f ( 4 . 5∗u<=f (q ) ){ x [ i ]=q ; i=i+1 }

j=j+1 }
j

[ 1 ] 1151
> xmax2<−rep (0 , l ength (x ) )
> f o r ( i in 1 : l ength (x ) ){ x s ta r<−x [ 1 : i ]

xmax2 [ i ]<−x [ order ( f ( x s t a r ) ) [ i ] ] }
> par (mfrow=c (1 , 2 ) )
> h i s t (x , f r e q=FALSE, main=””, ylim=c ( 0 , 0 . 5 ) )
> l i n e s (k , g ( k ) , lwd=2, c o l=”red ”)
> p lo t (xmax2 , lwd=2, type=” l ” , c o l=”red ” , ylim=c ( 0 , 1 . 5 ) , x lab=”n”)
> ab l i n e (h=0.67 , lwd=2, c o l=”gold ”)
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Απο το Διάγραμμα 4.4 που μας έδωσε η R βλέπουμε ότι ήδη από τις πρώτες κιόλλας επαναλήψεις
η ακολουθία {x∗

i }ni=1 που μας δίνει η μέθοδος της τυχαίας αναζήτησης, καταφέρνει να συγκλίνει

στην πραγματική τιμή x∗ = 0.67, γεγογός που σημαίνει ότι επιταχύναμε την μέθοδο μας.

Διάγραμμα 4.4: Στο αριστερό γράφημα βλέπουμε ένα ιστόγραμμα πυκνοτήτων για τις τιμές που

πήραμε από τον αλγόριθμο αποδοχής – απόρριψης, σε σύγκριση με την πραγματική συνάρτηση

πυκνότητας πιθανότητας g(x) = f(x)⧸12.64 (κόκκινο χρώμα). Στο δεξί γράφημα με κόκκινο
χρώμα έχουμε την ακολουθία {x∗

i }ni=1 που μας δίνει η μέθοδος της τυχαίας αναζήτησης, ενώ με

κίτρινο χρώμα βλέπουμε την πραγματική τιμή του σημείου μεγίστου x∗
της συνάρτησης f(x).

Παρατηρήσεις:

• Με τον ίδιο τρόπο σκέψης θα μπορούσαμε να τροποποιήσουμε ελάχιστα τον αλγόριθμο μας,
έτσι ώστε να είμασταν σε θέση να βρούμε το ελάχιστο σημείο μιας συνάρτησης f(x).

• Ο αλγόριθμος μας θα μπορούσε να λειτουργήσει εξίσου καλά και σε ένα διακριτό παράδειγμα
βελτιστοποίησης. Παρακάτω θα προσπαθήσουμε να λύσουμε ένα από τα πιό γνωστά προ-

βλήματα διακριτής βελτιστοποίησης, το όποίο φέρει το όνομα του περιπλανώμενου πωλητή

(Travelling sellsman)

Πριν προχωρήσουμε στην λύση αυτού του παραδείγματος, θα ήταν σημαντικό να δούμε τι μας

ενδιαφέρει να βρούμε σε αυτό το πρόβλημα. ΄Εστω λοιπόν ένας περιπλανόμενος πωλητής, ο οποίος
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ξεκινώντας από την τοποθεσία που βρίσκεται, θέλει να καταφέρει να περάσει από n− 1 σε πλήθος
πόλεις με σκοπό να πουλήσει τα προϊόντα του και στην συνέχεια να επιστρέψει στην τοποθεσία

από όπου ξεκίνησε. Επομένως έχει να επισκεφτεί n σε πλήθος πόλεις και σκοπός του είναι να βρεί
την διαδρομή που θα του επιφέρει την ελάχιστη συνολικά χιλιομετρική απόσταση. Στο πρόβλημα

αυτό ισχύουν οι εξής υποθέσεις:

• Υπάρχει η δυνατότητα από κάθε πόλη να μετακινηθείς σε οποιαδήποτε από τις άλλες n− 1
πόλεις, αλλά ο περιπλανώμενος πωλητής πρέπει να περάσει μια και μοναδική φορά από κάθε

πόλη.

• Αν συμβολίσουμε με ci,j, όπου i, j = 1, 2, ..., n, την απόσταση που πρέπει να καλυφθεί για
την μεταφορά από την πόλη i στην πόλη j, θα ισχύει:

ci,j =

{
0, εάν i = j

γνωστή και γνήσια θετική, εάν i ̸= j.

• Ο περιπλανώμενος πωλητής επιστρέφει αναγκαστικά στην πόλη από όπου ξεκίνησε, μόνο
όταν θα έχει επισκεφτεί όλες τις άλλες πόλεις. Με άλλα λόγια, το δρομολόγιο για την

επιστροφή του στην αφετηρία θα είναι το τελευταίο.

΄Ενα ενδιαφέρον αποτέλεσμα που μπορούμε να δείξουμε για το πρόβλημα που έχουμε να λύσουμε,

είναι ότι υπάρχουν (n− 1)! μονοπάτια που έχει την δυνατότητα να ακολουθήσει ο περιπλανώμενος
πωλητής. Πράγματι ξεκινώντας από την αφετηρία, έχουμε n−1 επιλογές για την πρώτη τοποθεσία
που θα επισκεφτούμε. Στην συνέχεια αφού δεν μπορεί να μείνει στην πόλη που έφτασε, αλλά ούτε

να γυρίσει στην αφετηρία, θα του απομένουν n− 2 πόλεις για να επιλέξει ως δεύτερο προορισμό.
΄Αρα για τις πρώτες δύο πόλεις που θα επισκεφτεί, έχει συνολικά (n − 1) · (n − 2) επιλογές.
Συνεχίζοντας αυτόν τον συλλογισμό καταλήγουμε στα (n − 1)! συνολικά μονοπάτια που έχει
να επιλέξει. Επομένως είναι φανερό ότι η δυσκολία του προβλήματος που έχουμε να λύσουμε

αυξάνεται υπερβολικά πολύ, όσο το πλήθος n των πόλεων αυξάνεται. Για παράδειγμα μπορούμε να
δούμε ότι για n = 10 πόλεις χρειαζόμαστε να ελένξουμε 362880 πιθανά μονοπάτια, κάτι που είναι
ακατόρθωτο με το χέρι.

Στο σημείο αυτό είναι χρήσιμο να αναφέρουμε ότι το πρόβλημα του περιπλανώμενου πωλητή

μπορεί να χωριστεί σε δύο κατηγορίες, το συμμετρικό και το ασύμμετρο. Ο χαρακτηρισμός αυτός

βασίζεται στην συμμετρία που παρουσιάζουν οι αποστάσείς ci,j μεταξύ των πόλεων. ΄Ετσι ένα
πρόβλημα περιπλανώμενου πωλητή ονομάζεται συμμετρικό έαν ισχύει:

ck,l =

{
0 , εάν k = l

cl,k, εάν k ̸= j
, k, l ∈ {1, 2, .., n},

ενώ στην περίπτωση που δεν ισχύει κάτι τέτοιο για k, l ∈ {1, 2, .., n} ονομάζεται ασύμμετρο. Μπο-
ρούμε πολύ εύκολα να δείξουμε για ένα συμμετρικό πρόβλημα περιπλανώμενου πωλητή ότι από τα

(n− 1)! πιθανά μονοπάτια που έχουμε, εμάς μας ενδιαφέρουν μόνο τα (n− 1)!⧸2. Για παράδειγ-
μα έστω ότι θέλουμε να επισκεφτούμε τέσσερις πόλεις, τότε σε έναν συμμετρικό περιπλανόμενο

πωλητή η διαδρομή 1 → 2 → 4 → 3 → 1 έχει την ίδια συνολική απόσταση με την διαδρομή
1 → 3 → 4 → 2 → 1.

Παράδειγμα 4.4 ΄Εστω ότι θέλουμε να λύσουμε το συμμετρικό πρόβλημα του περιπλανώμενου

πωλητή για πλήθος n = 6 πόλεων και γνωρίζουμε ότι οι αποστάσεις ci,j μεταξύ των πόλεων, για
i, j = 1, 2, .., 6, είναι αυτές που φαίνονται στον παρακάτω συμμετρικό πίνακα (σε χιλιόμετρα).
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> C<−cbind ( c (0 , 5 , 6 , 24 , 28 , 16 ) , c ( 5 , 0 , 3 , 22 , 21 , 4 ) , c ( 6 , 3 , 0 , 12 , 19 , 25 ) ,
c (24 , 22 , 12 , 0 , 29 , 13 ) , c (28 , 21 , 19 , 29 , 0 , 23 ) , c ( 16 , 4 , 25 , 13 , 23 , 0 ) )

> C
[ , 1 ] [ , 2 ] [ , 3 ] [ , 4 ] [ , 5 ] [ , 6 ]

[ 1 , ] 0 5 6 24 28 16
[ 2 , ] 5 0 3 22 21 4
[ 3 , ] 6 3 0 12 19 25
[ 4 , ] 24 22 12 0 29 13
[ 5 , ] 28 21 19 29 0 23
[ 6 , ] 16 4 25 13 23 0

Σύμφωνα με την θεωρία μας υπάρχουν συνολικά (n − 1)! = 5! = 120 πιθανές διαδρομές που
μπορεί να ακολουθήσει ο πωλητής. ΄Ομως λόγω συμμετρίας μόνο οι μισές από αυτές, δηλαδή 60,

θα μας δώσουν διαφορετικό συνολικό μήκος διαδρομής. Γνωρίζουμε ότι η πραγματική βέλτιστη

διαδρομή που πρέπει να ακολουθήσει ο πωλητής, αν ξεκινήσει από την πόλη 1 είναι η 1 → 2 →
6 → 4 → 5 → 3 → 1, η οποία θα μας δώσει την μικρότερη δυνατή συνολική απόσταστη των
76 χιλιομέτρων. Βέβαια λύση στο παράδειγμα μας, λόγω συμμετρίας, αποτελεί και το μονοπάτι
1 → 3 → 5 → 4 → 6 → 2 → 1 με σύνολο 76 χιλιόμετρα και αυτό. Στην R με την εντολή
sample μπορούμε να κάνουμε δειγματοληψία χωρίς επαναποθέτηση του συνόλου {2, 3, 4, 5, 6} και
συμπληρώνοντας δύο άσσους, έναν στην αρχή και έναν στο τέλος, μπορούμε να παράξουμε πιθανά

μονοπάτια που μπορεί να ακολουθήσει ο πωλητής. Να σχολιάσουμε εδώ ότι χρησιμοποιήσαμε

δειγματοληψία χωρίς επαναποθέτηση γιατί έτσι εξασφαλίζουμε ότι ο πωλητής θα περάσει μόνο μία

φορά από κάθε πόλη. Στην συνέχεια υπολογίζουμε το συνολικό άθροισμα χιλιομέτρων που δίνει

κάθε ένα από τα μονοπάτια που παράξαμε και κρατάμε ως λύση εκείνο που έδωσε την ελάχιστη

χιλιομετρική απόσταση.

> cost<−rep (0 ,70 )
> min cost<−rep (0 ,70 )
> U<−matrix (0 , 70 , 7 )
> f o r ( i in 1 : 70 ){
u<−c (1 , sample ( c ( 2 : 6 ) , 5 ) , 1 )
U[ i ,]<−u
d<−rep (0 , l ength (u)−1)
f o r ( j in 1 : l ength (u)−1){
d [ j ]<−C[ u [ j ] , u [ j +1] ]

}
co s t [ i ]<−sum(d)
min cost [ i ]<−min( co s t [ 1 : i ] )
}

> min( co s t )
[ 1 ] 76
> opt<−c (U[ order ( co s t ) [ 1 ] , ] )
> opt
[ 1 ] 1 3 5 4 6 2 1
> p lo t ( min cost , lwd=2, type=” l ” , yl im=c (74 ,100) , c o l=”red ”)
> ab l i n e (h=76, lwd=2, c o l=”gold ”)
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Διάγραμμα 4.5: Στο διάγραμμα αυτό βλέπουμε την πορεία που έχει η ακολουθία ελάχιστων χι-

λιομέτρων που προέκυψε από την παραγωγή 70 τυχαίων μονοπατιών μέσω της μεθόδου τυχαίας
αναζήτησης (κόκκινο χρώμα). Ενώ με κίτρινο χρώμα βλέπουμε την βέλτιστη λύση του προβλήμα-

τος, που είναι τα 76 χιλιόμετρα.

Απο τα αποτελέσματα που μας δίνει η R, καθώς και απο το Διάγραμμα 4.5, βλέπουμε ότι ο αλ-
γόριθμος που δημιουργήσαμε κατάφερε να συγκλίνει στην πραγματική λύση 1 → 2 → 6 → 4 →
5 → 3 → 1 που έχει συνολικό μήκος 76 χιλιομέτρων.

Παρατήρηση: Η πιθανότητα να παράξουμε ένα από τα δύο μονοπάτια που αποτελούν λύση

στο πρόβλημα είναι 2⧸120 = 1⧸60, μιας και έχουμε στο σύνολο 120 διαθέσιμα μονοπάτια. Στο
παράδειγμα μας επιλέξαμε να παράξουμε 70 τυχαία μονοπάτια, διότι το κάθε ένα μονοπάτι που
παίρνουμε είναι ανεξάρτητο από τα άλλα και επομένως σε κάθε βήμα του αλγόριθμου μας είναι

σαν να εκτελούμε ένα bernoulli πείραμα με πιθανότητα επιτυχίας 1⧸60. Αρα εκτελώντας πολλά
τέτοια πειράματα, σύμφωνα με την δυωνυμική κατανομή, ο αναμενόμενος αριθμός πειραμάτων για

να παράξουμε ένα από τα δύο μονοπάτια είναι 60.
Η παρατήρηση που μόλις γράψαμε μπορεί να γενικευθεί και να οδηγήσει σε ένα σημαντικό

συμπέρασμα. Πράγματι μπορούμε να δούμε ότι αν έχουμε να βρούμε λύση στο πρόβλημα του

περιπλανώμενου πωλητή για n στο πλήθος πόλεις, τότε η πιθανότητα να παράξουμε το μονοπάτι
που αποτελεί την πραγματική λύση είναι 1⧸(n − 1)!, καθώς θα υπάρχουν (n − 1)! διαθέσιμα
μονοπάτια. Επομένως όσο αυξάνεται ο αριθμός των πόλεων, τόσο μικραίνει και αυτή η πιθανότητα,

με αποτέλεσμα να χρειαζόμαστε να παράξουμε μεγαλύτερο αριθμό μονοπατιών. Για παράδειγμα

αν έχουμε 12 πόλεις, τότε ο αναμενόμενος αριθμός μονοπατιών που θα πρέπει να παράξουμε έιναι
11! = 39916800, οπότε είναι προφανές ότι η μέθοδος αυτή γίνεται εξαιρετικά κοστοβόρα από μεριάς
υπολογιστικού κόστους.
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4.3 Μέθοδος Προσομοιωμένης Ανόπτησης

Η μέθοδος της προσομοιωμένης ανόπτησης (Simulated annealing) είναι μια από τις πιο δημο-
φιλείς μεθόδους βελτιστοποίησης μιας συνάρτησης f, είτε αυτή είναι συνεχής είτε διακριτή. ΄Ενα
βασικό χαρακτηριστικό της είναι ότι εξερευνάει τον χώρο που ορίζεται το πρόβλημα μας, με χρήση

πιθανοθεωρητικών κανόνων. Αυτό το χαρακτηριστικό όπως θα δούμε και στην συνέχεια είναι

ιδαιτέρως σημαντικό, καθώς μας δίνει την δυνατότητα να αποφύγουμε να συγκλίνει ο αλγόριθμος

σε ένα τοπικό ελάχιστο ή μέγιστο. Λόγω αυτής της ιδιότητας, η μέθοδος κατευθύνεται προς

την ολική λύση του προβλήματος, κάτι που της δίνει ιδιαίτερο προβάδισμα από άλλες μεθόδους

βελτιστοποίησης.

Το όνομα καθώς και η φιλοσοφία της μεθόδου προσομοιωμένης ανόπτησης προέρχονται από

την διαδικασία της φυσικής ανόπτησης, η οποία είναι μια τεχνική ψύξης ενός υλικού, όπως για

παράδειγμα είναι το μέταλλο, όπου στόχος αυτής της είναι το σύστημα να βρεθεί στην μικρότερη

δυνατή ενέργεια. Για να το πετύχουμε αυτό πρέπει να μειώνουμε την θερμοκρασία του συστήμα-

τος, δηλαδή να το ψύξουμε, καθώς έτσι μειώνουμε την κινητικότητα των μορίων του υλικού και

φτάνουμε στην δημιουργία των κρυστάλλων. Είναι πολύ σημαντικό να έχουμε στο μυαλό μας, ότι

η μείωση της θερμοκρασίας πρέπει να γίνεται με αργό ρυθμό, καθώς σε αντίθετη περίπτωση υπάρ-

χει ο κίνδυνος το μέταλλο να βρεθεί σε ενδιάμεσες καταστάσεις, οι οποίες να έχουν υψηλότερη

ενέργεια σε σχέση με την βέλτιστη κατάσταση. Το 1983 οι επιστήμονες Kirkpatrick et al. [2]
καταφέρανε να δούν ότι το πρόβλημα της φυσικής ανόπτησης που μόλις περιγράψαμε, μπορεί να

μεταφραστεί με κατάλληλη τροποποίηση ως ένα πρόβλημα εύρεσης ολικού ελάχιστου ή μεγίστου

για μια συνάρτηση f που ορίζεται σε έναν διακριτό χώρο, όπως για παράδειγμα είναι το πρόβλη-
μα του περιπλανώμενου πωλητή. Στην συνέχεια το 1991 εισήχθηκε και η συνεχής έκδοση του

αλγορίθμου προσομοιωμένης ανόπτησης από τους Haario και Sacksman [3].
΄Εστω λοιπόν μια συνάρτηση f : X −→ R, όπου ψάχνουμε να βρούμε το ολικό σημείο μεγίστου

της x∗ ∈ X, για το οποίο ισχύει
maxx∈Xf(x) = f(x∗).

Η καινοτομία της μεθόδου βασίζεται στο γεγονός ότι κατά την αναζήτηση του σημείου μεγίστου x∗

της f, εκτός από βήματα που δίνουν μεγαλύτερη τιμή στην συνάρτηση f, θα γίνονται αποδεκτά και
βήματα που μειώνουν την τιμή της συνάρτησης f με κάποια πιθανότητα p που θα δούμε παρακάτω.
΄Ενα βασικό ερώτημα για την λειτουργία του αλγορίθμου είναι το πώς θα κατασκευάσουμε την

ακολουθία {x∗
i }i≥1 που ανήκει στον χώρο X και συγκλίνει στο σημείο μεγίστου x∗ ∈ X που

αναζητούμε. Προς αυτην την κατεύθυνση, από την πρώτη ενότητα είχαμε δεί ότι αν x∗
είναι

σημείο μεγίστου της f τότε το x∗
είναι επίσης σημείο μεγίστου για οποιονδήποτε μετασχηματισμό

της μορφής h(f(x)), με h γνησίως αύξουσα συνάρτηση. Επομένως μια πρώτη ιδέα θα ήταν να
παράξουμε τυχαίες τιμές από τις συναρτήσεις πυκνότητας πιθανότητας

gt(x) = ct · ef(x)⧸Tt ,

όπου {Tt}t≥1 είναι μια γνήσια θετική και φθίνουσα ακολουθία, που αντιπροσωπεύει ως αναλογία

την θερμοκρασία στο φυσικό πρόβλημα ανόπτοσης και ct είναι η σταθερά κανονικοποίησης της
συνάρτησης ef(x)⧸Tt , δηλαδή ισχύει:

ct =
1∫

X
ef(x)⧸Tt dx

.

Μπορούμε εύκολα να διαπιστώσουμε ότι όσο μεγαλώνει το t και επομένως η ακολουθία της θερ-
μοκρασίας πλησιάζει το μηδέν, τόσο πιο κοντινές τιμές στο σημείο μεγίστου θα λαμβάνουμε από

την gt(x). Αυτή η παρατήρηση είναι ιδιαιτέρως χρήσιμη, αλλά στην εφαρμογή θα πρέπει πρώτα
να βρούμε έναν τρόπο ώστε να έχουμε την δυνατότητα να προσομοιώσουμε τιμές της συνάρτησης

πιθανότητας gt(x), γεγονός που κρύβει πολλές δυσκολίες. Πράγματι μπορούμε να δούμε ότι ο
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υπολογισμός της σταθεράς ct, σε προβήματα μεγάλων διαστάσεων, μπορεί να γίνει αδύνατος ή να
χρειάζεται υπερβολικό υπολογιστικό κόστος, γεγονός που θα θέλαμε να αποφύγουμε. Λύση σε

αυτό το ζήτημα έρχεται να μας δώσει ο αλγόριθμος Metropolis - Hasting [4], ο οποίος αγνοεί
την σταθερά κανονικοποίησης c και ειδικεύεται στο να προσομοιώνει τιμές από μια κατανομή που
βρίσκεται σε μεγάλη διάσταση. Πρίν προχωρήσουμε στην παρουσίαση του αλγόριθμου, να πούμε

ότι αποτελεί βασική προϋπόθεση να γνωρίζουμε μια συνάρτηση G(x) που να είναι ανάλογη της
συνάρτησης πυκνότητας πιθανότητας που θέλουμε να προσομοιώσουμε. Στην μέθοδος ανόπτησης

που μελετάμε, τον ρόλο αυτής της συνάρτησης G(x) μπορεί να τον πάρει η συνάρτηση

G(x) = ef(x)⧸Tt ,

μιας και ισχύει gt(x)⧸G(x) = ct = σταθερά για κάθε t ≥ 1. Στην συνέχεια παίρνοντας μια τυχαία
τιμή x∗

1 ∈ X, ο αλγόριθμος επιλέγει μια νέα υποψήφια τιμή x1 ∈ X με βάση την τιμή που έχει ήδη
στα χέρια του και την κάνει αποδεκτή με μια πιθανότητα p ή την απορρίπτει με πιθανότητα 1 - p.
Αν η τιμή γίνει αποδεκτή τότε θέτουμε x∗

2 = x1, ενώ στην περίπτωση που απορριφθεί θέτουμε
x∗
2 = x∗

1. ΄Οποια κατάληξη και να έχει η υποψήφια τιμή, επαναλαμβάνουμε την ίδια διαδικασία για

το x∗
2 και ομοίως συνεχίζουμε για τις επόμενες τιμές. Σε αυτήν την διαδικασία δημιουργούνται

δύο βασικά ερωτήματα. Το πρώτο ερώτημα έχει να κάνει με το πώς ο αλγόριθμος γεννάει την

νέα υποψήφια τιμή, ενώ το δεύτερο αφορά το πως επιλέγεται η πιθανότητα αποδοχής ή απόρριψης

της υποψήφιας τιμής. ΄Οσον αναφορά το πρώτο ερώτημα, μπορούμε να πούμε ότι μια καλή επιλογή

είναι να γεννήσουμε την υποψήφια τιμή από μια συμμετρική κατανομή q, όπως είναι η κανονική
κατανομή και η ομοιόμορφη κατανομή, με κέντρο την παρατήρηση που έχουμε ήδη στα χέρια μας

και διασπορά κατάλληλα ορισμένη ώστε να κινείται επαρκώς ο αλγόριθμος. Η πιθανότητα αποδοχής

της υποψήφιας τιμής μετά από t επαναλήψεις του αλγορίθμου μας, μπορεί να οριστεί ως:

pt =
gt(xt)

gt(x∗
t )

=
ct ·G(xt)

ct ·G(x∗
t )

=
G(xt)

G(x∗
t )
,

όπου εκφράζει πόσο πιθανή είναι η νέα προτεινόμενη τιμή σε σχέση με αυτήν που έχουμε ήδη,

σύμφωνα με την κατανομή της g. Προφανώς στην μέθοδο της προσομοιωμένης ανόπτησης αυτή η
πιθανότητα παίρνει την μορφή:

pt =
G(xt)

G(x∗
t )

= e∆ft⧸Tt ,

όπου ∆ft = f(xt) − f(x∗
t ). Επομένως βλέπουμε ότι αν ισχύει ∆ft ≥ 0, δηλαδή η νέα τιμή

κατάφερε να αυξήσει ή να κρατήσει ίδια την υπό μεγιστοποίηση συνάρτηση f, αποδεχόμαστε την
νέα τιμή με πιθανότητα 1. Ενώ στην περίπτωση όπου ∆ft < 0, δηλαδή όταν έχουμε μείωση της
συνάρτησης f, τότε υπάρχει ακόμα πιθανότητα pt, έτσι όπως την ορίσαμε, ώστε να αποδεχτούμε
αυτήν την τιμή. Αυτό ακριβώς είναι το χαρακτηριστικό που ξεχωρίζει την μέθοδο προσομοιω-

μένης ανόπτησης, μιας και της δίνεται η δυνατότητα να ακολουθήσει βήματα που δεν βελτιώνουν

την συνάρτηση f, αποφεύγοντας έτσι τις τοπικές λύσεις.

Παρατηρήσεις:

• Σε κάθε επανάληψη του αλγορίθμου θα ανανεώνεται και η ακολουθία των θερμοκρασιών
{Tt}t≥1, με αποτέλεσμα όσο περνάνε οι επαναλήψεις να βρισκόμαστε όλο και πιό κοντά στην

πραγματική λύση x∗
και να μικραίνει η πιθανότητα να αποδεχτούμε λύση που μειώνει την f.

• Οι τιμές x∗
1,x

∗
2, ..., που μας δίνει ο αλγόριθμος είναι τυχαίες, αλλά όχι ανεξάρτητες, καθώς η

ανανέωση των σημείων αυτών βασίζεται στη προηγούμενη τιμή. Επομένως όταν βρισκόμα-

στε σε μικρές διαστάσεις, θα μπορούσαμε να χρησιμοποιήσουμε και την μέθοδο αποδοχής-

απόρριψης που μελετήσαμε στο δεύτερο κεφάλαιο, για την οποία το προσομοιωμένο δείγμα

είναι ανεξάρτητο.
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• Η ίδια μεθοδολογία μπορεί να χρησημοποιηθεί και για την εύρεση ελαχίστου σημείου μιας
συνάρτησης f, με την μόνη διαφορά να έγγειται στο γεγονός ότι πλέον η πιθανότητα α-
ποδοχής μια νέας τιμής γίνεται pt = e−∆ft⧸Tt . Επομένως μια τιμή που μειώνει την υπό

μεγιστοποίηση συνάρτηση f θα γίνεται αυτομάτως αποδεκτή, ενώ θα υπάρχει πιθανότητα pt
να γίνει αποδεκτή και μια τιμή που αυξάνει την συνάρτηση μας.

Παρακάτω παρουσιάζουμε τον αλγόριθμο της προσομοιωμένης ανόπτησης για την t επανάληψη:

Αλγόριθμος Προσομοιωμένης Ανόπτησης

1. Προσομοιώνουμε μια τυχαία τιμή xt ως xt = x∗
t +ε, όπου ε ακολουθεί μια συμμετρική

γύρω από το μηδέν κατανομή q.

2. Βρίσκουμε την πιθανότητα αποδοχής pt = min{ e∆ft⧸Tt , 1 }.

3. Παράγουμε μια τυχαία τιμή u ∽ U(0, 1).

4. Θέτουμε x∗
t+1 =

{
xt, εάν u ⩽ pt

x∗
t , εάν u > pt.

΄Ενα πολύ σημαντικό στοιχείο για την σύγκλιση της μεθόδου προσομοιωμένης ανόπτησης είναι η

κατάλληλη επιλογή της ακολουθίας θερμοκρασιών {Tt}t≥1. Παρόλο που η επιλογή αυτής της ακο-

λουθίας είναι στενά συνδεδεμένη με το αντίστοιχο πρόβλημα που έχουμε να επιλύσουμε, υπάρχουν

κάποιες γενικές παρατηρήσεις. Αρχικά βλέποντας τον τρόπο που έχουμε ορίσει την πιθανότητα

αποδοχής μιας υποψήφιας λύσης, μπορούμε να κάνουμε την παρατήρηση ότι όσο πιο μεγάλες θερ-

μοκρασίες χρησιμοποιούμε, τόσο πιο πιθανό είναι να αποδεχτούμε υποψήφιες λύσεις που μας δίνουν

τα αντίθετα αποτελέσματα από αυτά που θέλουμε. Επίσης κάνοντας χρήση πολύ μικρών θερμο-

κρασιών από τις πρώτες επαναλήψεις του αλγορίθμου, δεν δίνουμε την δυνατότητα στον αλγόριθμο

μας να δραπετεύσει απο μια τοπική λύση του προβλήματος, μιας και δίνουμε αρκετά μικρή πιθα-

νότητα στο να αποδεχτεί υποφηφίες λύσεις που κινούνται αντίθετα από την βελτιστοποίηση της

συνάρτησης f. Οπότε θα μπορούσαμε να καταλήξουμε στο συμπέρασμα ότι θέλουμε να ξεκινάμε
τον αλγόριθμο μας από μια σχετικά μεγάλη θερμοκρασία ώστε να δίνουμε περιθώριο στην μέθοδο

μας, να ξεφύγει από τοπικές λύσεις. Βέβαια σε μια τέτοια περίπτωση πρέπει να προσέξουμε ότι

αν η ακολουθία των θερμοκρασιών μειώνεται αρκετά αργά, τότε είναι πολύ πιθανό να χρειαστούμε

τεράστιο όγκο επαναλήψεων για να συγκλίνουμε στην βέλτιστη λύση. Ομοίως, αν η ακολουθία

συγκλίνει πολύ γρήγορα προς το μηδέν, τότε υπάρχει κίνδυνος να εγκλωβιστούμε σε μια τοπική

λύση του προβλήματος. Δύο από τις συνηθέστερες ακολουθίες θερμοκρασιών που επιλέγουμε

είναι οι εξής:

1. T 1
i =

T0

ln(1 + i)
, η οποία μειώνει λογαριθμικά την θερμοκρασία του συστήματος.

2. T 2
i = T0 · κi

, όπου κ ∈ (0.8, 0.99). Η ακολουθία αυτή μειώνει γεωμετρικά την θερμο-
κρασία του συστήματος.

Στις δύο ακουλουθίες που έχουμε αναφέρει παραπάνω, με T0 έχουμε συμβολίσει την αρχική θερμο-

κρασία του συστήματος. Στην συνέχεια θα παρουσιάσουμε ένα αναλυτικό παράδειγμα, κάνοντας

χρήση και των δύο ακολουθιών για να δούμε την επιρροή τους, αλλά γενικά μπορούμε να δούμε

ότι η δεύτερη ακολουθία συγκλίνει αρκετά γρήγορα στο μηδέν, σε αντίθεση με την πρώτη που

συγκλίνει αρκετά αργά. Την συγκεκριμένη παρατήρηση μπορούμε να την οπτικοποιήσουμε και με

την βοήθεια της R, όπως βλέπουμε και στο Διάγραμμα 4.6.
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> T1=c (1 , rep (0 , 1000) )
> T2=c (1 , rep (0 , 1000) )
> f o r ( i in 2 :1001){

T1 [ i ]<−T1 [ 1 ] / l og (1+ i )
T2 [ i ]<−T2 [ 1 ] ∗ ( ( 0 . 9 5 ) ˆ i ) }

> p lo t (T2 , lwd=2, type=” l ” , ylab=””)
> l i n e s (T1 , lwd=2, c o l=”red ”)
> l egend (” top r i gh t ” , l egend = c (”T1” ,”T2”) ,

lwd = 3 , c o l = c (” red ” , ” black ”) )

Διάγραμμα 4.6: Με κόκκινο χρώμα παρατηρούμε την γεωμετρικά μειούμενη ακολουθία θερμο-

κρασιών T 1
i , με παράμετρο κ = 0.95. Ενώ με μαύρο χρώμα βλέπουμε την λογαριθμικά μειούμενη

ακολουθία θερμοκρασιών T 2
i . Και στις δύο περιπτώσεις έχουμε ξεκινήσει με αρχική θερμοκρασία

T0 = 1.

Παράδειγμα 4.5 ΄Εστω ότι θέλουμε να υπολογίσουμε το ολικό μέγιστο της συνάρτησης

f : [0, 3] −→ R με τύπο:
f(x) = sin(3x) · cos(2x) · x.

Η συνάρτηση που έχουμε, όπως βλέπουμε με την βοήθεια της R στο Διάγραμμα 4.7, παρουσιάζει
αρκετά τοπικά μέγιστα. Με χρήση της εντολής optimize το στατισιτικό πακέτο μας βρίσκει ότι
η συνάρτηση f λαμβάνει μέγιστο στο σημείο x∗ ≃ 1.62, όπου είναι ένα από τα τοπικά μέγιστα της
συνάρτησης. Εκμεταλλευόμενοι την διαδικασία που εκτελέσαμε για την σχεδίαση του γραφήματος

της f, μπορούμε να δούμε ότι το πραγματικό μέγιστο της συνάρτησης βρίσκεται στο x∗ ≃ 2.81.
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Το γεγονός αυτό μας δείχνει ότι η έτοιμη εντολή της R απέτυχε να βρεί την ολική λύση του
προβλήματος. Παρακάτω παρουσιάζουμε τον αντίστοιχο κώδικα που χρησιμοποιήσαμε στην R.

y<−seq ( 0 , 3 , 0 . 0 01 )
f<−f unc t i on (x ){ s i n (3∗x )∗ cos (2∗x )∗x }
p lo t (y , f ( y ) , type=” l ” , lwd=2)
x max opt=opt imize ( f , c ( 0 , 3 ) ,maximum = TRUE)$maximum
x max opt
ab l i n e ( v=1.62 , lwd=2, c o l=”red ”)
ab l i n e ( v=2.81 , lwd=2, c o l=”green ”)
legend (” t o p l e f t ” , l egend = c (”x = 1 .62” ,” x = 2 . 81” ) ,

lwd = 3 , c o l = c (” red ” , ” green ”) )

Διάγραμμα 4.7: Στο διάγραμμα αυτό βλέπουμε την γραφική παράσταση της συνάρτησης f, ενώ
με κόκκινη χρώμα φαίνεται η ευθεία x = 1, 62 που μας έδωσε η εντολή optimize ως μέγιστο
της συνάρτησης f. Τέλος με πράσινη γραμμή έχουμε φέρει το πραγματικό σημείο που λαμβάνει
μέγιστο η συνάρτηση, όπου είναι στην ευθεία x = 2, 81 .

Σκοπός μας είναι να δούμε αν η μέθοδος προσομοιωμένης ανόπτησης καταφέρνει να βρεί το πραγ-

ματικό σημείο που λαμβάνει μέγιστη τιμή η συνάρτηση f, αποφεύγοντας τα τοπικά μέγιστα. Πρός
αυτήν την κατεύθυνση θα υλοποιήσουμε 2 φορές τον αλγόριθμο της προσομοιωμένης ανόπτησης

που έχουμε ορίσει, για κάθε μια από τις δύο ακολουθίες θερμοκρασιών που ορίσαμε παραπάνω ως:

• T 1
i =

T0

ln(1 + i)
.
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• T 2
i = T0 · 0, 95i,

όπου για αρχική θερμοκρασία θα θεωρήσουμε την T0 = 1. Επιπλέον θα τερματίσουμε τον αλ-
γόριθμο, όταν πλέον η θερμοκρασία έχει φτάσει σε πολύ μικρές τιμές. Παρακάτω παρουσιάζουμε

τον κώδικα που χρησιμοποιήσαμε στην R:

T1=c (1 , rep (0 , 800 ) )
T2=c (1 , rep (0 , 800 ) )
T3=c (1 , rep (0 , 800 ) )
f o r ( i in 2 :801){

T1 [ i ]<−T1 [ 1 ] / l og (1+ i )
T2 [ i ]<−T2 [ 1 ] ∗ ( ( 0 . 9 5 ) ˆ i )
T<−cbind (T1 ,T2 ,T3)}

f<−f unc t i on (x ){
s i n (3∗x )∗ cos (2∗x )∗x

}

par (mfrow = c (2 , 2 ) )
f o r ( j in 1 : 2 ){

f o r ( i in 1 : 2 ){
t<−f unc t i on (x ){ 1/((1+x )ˆ2) }
x s t a r = run i f ( 1 , 0 , 3 )
d i f f=i t e r=1
whi le (T[ i t e r , i ]>min(T[ , i ] ) ) {

x star new = x s t a r [ i t e r ]+ run i f (1 ,−1 ,1)
i f ( ( x s tar new > 3) | | ( x s tar new < 0)

| | ( l og ( r un i f ( 1 ) )∗T[ i t e r , i ] > f ( x s tar new)− f ( x s t a r [ i t e r ] ) ) ) {
x star new = x s t a r [ i t e r ] }

x s t a r= c ( x s ta r , x s tar new )
i t e r=i t e r+1

}
p lo t ( x s ta r , type=” l ” , lwd=2, ylim=c (0 , 3 ) , x lab=”n”)

ab l i n e (h= 2 .81 , c o l=”red ” , lwd=2)}}

Απο το Διάγραμμα 4.8 που μας έδωσε η R μπορούμε αρχικά να παρατηρήσουμε ότι όταν
κάναμε χρήση της λογαριθμικά μειούμενης ακολουθίας θερμοκρασιών, τότε η ακολουθία που μας

έδωσε ο αλγόριθμος της προσομοιωμένης ανόπτοσης παρουσιάζει έντονες διακυμάνσεις. Αυτό

το φαινόμενο είναι λογικό, καθώς ακόμα και μετά από αρκετές επαναλήψεις, ο αλγόριθμος δίνει

μεγάλη πιθανότητα σε υποψήφιες λύσεις που μειώνουν την συνάρτηση f. Πράγματι παρότι η πρώτη
προσπάθεια κατάφερε να συγκλίνει στο σημείο x∗ = 2.81 που η f λαμβάνει την μέγιστη της τιμή,
η δεύτερη προσπάθεια βλέπουμε ότι ενώ βρίσκεται για μεγάλο αριθμό επαναλήψεων σε μια πολύ

μικρή περιοχή του 2.81, καταφέρνει να φύγει από εκεί και να εγκλωβιστεί σε μια μικρή περιοχή
του σημείου x = 1.61, το οποίο αποτελεί τοπικό σημείο μεγίστου για την f. Απο την άλλη μεριά,
όταν κάναμε χρήση της γεωμετρικά μειούμενης ακολουθίας θερμοκρασιών, η οποία συγκλίνει πιο

γρήγορα προς το μηδέν, βλέπουμε ότι και οι δύο προσπάθειες κατάφεραν να συγκλίνουν στο

σημείο ολικού μεγίστου της f. Επίσης είναι αξιοσημείωτο ότι και οι δύο προσπάθειες φτάσανε στο
επιθυμητό αποτέλεσμα σε πολύ μικρό αριθμό επαναλήψεων. Παρ΄ όλα αυτά μπορούμε να πούμε

ότι ίσως σε αυτές τις δύο προσπάθειες του αλγορίθμου προσομοιωμένης ανόπτοσης με χρήση της

γεωμετρικά μειούμενης ακολουθίας θερμοκρασιών σταθήκαμε τυχεροί. Πράγματι θα μπορούσε η
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Διάγραμμα 4.8: Βλέπουμε έναν πίνακα διαγραμμάτων με 2 γραμμές και 2 στήλες. Κάθε στήλη

αφορά την πραγματοποίηση του αλγορίθμου προσομοιωμένης ανόπτησης για την λογαριθμικά

(στήλη 1) και την γεωμτερικά (στήλη 2) μειούμενη ακολουθία θερμοκρασιών, ενώ οι γραμμές

αντιπροσωπεύουν το πλήθος των επαναλήψεων που εκτελέσαμε τον αλγόριθμο για κάθε ακολου-

θία θερμοκρασιών. Με μαύρο χρώμα έχουμε την ακολουθία σημείων που παράγει ο αλγόριθμος

προσομοιωμένης ανόπτησης, ενώ τέλος με κόκκινο χρώμα έχουμε σχεδιάσει την πραγματική τιμή

του σημείου μεγίστου της f, όπου είναι το x∗ = 2.808.

ακολουθία σημείων x∗
i που παίρνουμε να μην καταφέρει σε λίγες επαναλήψεις να βρεθεί κοντά

στην πραγματική τιμή που λαμβάνει μέγιστο η συνάρτηση f, αλλά να κολλούσε στην περιοχή
ενός τοπικού μεγίστου της. Τότε επειδή η ακολουθία θερμοκρασιών πέφτει αρκετά γρήγορα προς

το μηδέν, δεν θα είχαμε πιθανότητες να ξεφύγουμε από την τοπική λύση που θα βρισκόμασταν.

Επομένως θα μπορούσαμε να πούμε ότι θα ήταν καλό να υλοποιούμε τον αλγόριθμο μας, με χρήση

διάφορων ακουλουθιών θερμοκρασίας και να συγκρίνουμε τα αποτελέσματα που μας δίνουν.

Στην Ενότητα 4.2 είχαμε κάνει μια προσπάθεια να λύσουμε το πρόβλημα του περιπλανώμενου

πωλητή μέσω της μεθόδου τυχαίας αναζήτησης. Εκεί είχαμε καταφέρει να λύσουμε την περίπτω-

ση όπου ο πωλητής είχε να επισκεφτεί 6 πόλεις. ΄Οπως είχαμε αναφέρει, όσο το πλήθος των

πόλεων αυξάνεται, τόσο πιο δύσκολη γίνεται και η επίλυση του προβήματος. Για παράδειγμα όταν

έχουμε n = 10 πόλεις, τότε υπάρχουν 9! πιθανές διαδρομές που θα πρέπει να ελέγξουμε για να
αποφασίσουμε ποια είναι η οικονομικότερη από την οπτική της απόστασης. Για αυτόν τον λόγο, η

μέθοδος της τυχαίας αναζήτησης δεν είναι αποτελεσματική όσο αυξάνεται το πλήθος των πόλεων,

λόγω μεγάλου υπολογιστικού κόστους. Στο σημείο αυτό έρχεται να μας δώσει λύση στο πρόβλη-

μα των αυξημένων σε πλήθος πόλεων, η μέθοδος της προσομοιωμένης ανόπτησης. Ο αλγόριθμος

και η φιλοσοφία για την λύση του προβλήματος του περιπλανώμενου πωλητή μέσω της μεθόδου

προσομοιωμένης ανόπτησης δεν αλλάζει με αυτά που έχουμε αναφέρει ήδη. Πράγματι, ξεκινάμε

παίρνοντας μια τυχαία αρχική διαδρομή που μπορεί να ακολουθήσει ο πωλητής. Στην συνέχεια
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παράγουμε τυχαία μια καινούργια διαδρομή που μπορεί να ακολουθήσει ο πωλητής. Την νέα διαδρο-

μή θα μπορούσαμε να την πάρουμε, διαλέγοντας τυχαία δύο θέσεις της προηγούμενης διαδρομής,

όπου εν συνεχεία ανταλλάσσουμε τις πόλεις που βρίσκονταν σε αυτές τις δύο θέσεις. ΄Επειτα,

ακολουθούμε την γνωστή διαδικασία που έχουμε ήδη δει, δηλαδή υπολογίζουμε την πιθανότητα

αποδοχής αυτής της νέας διαδρομής, η οποία θα είναι:

pt = min{ e−∆ft⧸Tt , 1 },

όπου αυτήν την φορά, το ∆ft θα εκφράζει την διαφορά χιλιομετρικής απόστασης μεταξύ της νέας
υποψήφιας διαδρομής με την προηγούμενη. Είτε αποδεχτούμε είτε απορρίψουμε την υποψήφια

διαδρομή, ο αλγόριθμος θα συνεχιστεί επαναλαμβάνοντας την διαδικασία που περιγράψαμε, μέχρι

να ικανοποιηθεί κάποιο κριτήριο τερματισμού.

Παράδειγμα 4.6 Σκοπός μας με αυτό το παράδειγμα είναι να δούμε την λειτουργία του αλγο-

ρίθμου προσομοιωμένης ανόπτησης για το πρόβλημα του περιπλανώμενου πωλητή, όταν έχει να

επισκεφτεί n = 10 σε πλήθος πόλεις. Προς αυτήν την κατεύθυνση ας υποθέσουμε ότι ο πωλητής
θέλει να ξεκινήσει από την Αθήνα και να επισκεφτεί τις εξής πόλεις:

1. Αθήνα

2. Πάτρα

3. Κόρινθος

4. Ιωάννινα

5. Θεσσαλονίκη

6. Λάρισα

7. Δράμα

8. Τρίκαλα

9. Αλεξανδρούπολη

10. Φλώρινα

΄Οπως γνωρίζουμε, ο πωλητής πρέπει να περάσει από όλες τις πόλεις από μια και μόνο φορά και

να επιστρέψει στην τοποθεσία από όπου ξεκίνησε, δηλαδή την Αθήνα. Κάνοντας έρευνα για την

χιλιομετρική απόσταση που απέχει κάθε πόλη από τις άλλες εννιά, είδαμε ότι ο πίνακας αποστάσεων

θα είναι συμμετρικός. Με άλλα λόγια, η απόσταση για παράδειγμα από την Λάρισα προς την Αθήνα

είναι η ίδια με το δρομολόγιο Αθήνα προς Λάρισα και είναι ίση με 323 χιλιόμετρα. Αυτο το φαινόμενο

φαντάζει λογικό, μιας και στις μέρες μας έχουν φτιαχτεί μεγάλοι δρόμοι ταχείας κυκλοφορίας, που

διαθέτουν δύο πορείες και καλύπτουν το μεγαλύτερο μέρος της Ελλάδας. Στον Πίνακα 3 έχουμε

επισυνάψει τις βέλτιστες αποστάσεις μεταξύ των πόλεων, μετρημένες σε χιλιόμετρα.

Οπότε είμαστε έτοιμοι τώρα να πραγματοποιήσουμε τον αλγόριθμο προσομοιωμένης ανόπτη-

σης για το πρόβλημα μας. Για την πραγματοποίηση αυτή, θα χρησιμοποιήσουμε την ακολουθία

θερμοκρασιών που μειώνεται γεωμετρικά, δηλαδή

Tt = T0 · (0.8)t, για t ≥ 1,

όπου με T0 συμβολίζουμε την αρχική θερμοκρασία που επιλέγουμε. Στο παράδειγμα μας, θα επι-

λέξουμε μια αρχική θερμοκρασία T0 = 105. Επίσης θα τερματίσουμε τον αλγόριθμο, όταν πλέον η
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Πίνακας 3: Οι βέλτιστες αποστάσεις μεταξύ των πόλεων, μετρημένες σε χιλιόμετρα.

Αθήνα Πάτρα Κόρινθος Ιωάννινα Θεσ/νίκη Λάρισα Δράμα Τρίκαλα Αλεξ/πολη Φλώρινα

Αθήνα 0 211 83 411 501 323 644 333 799 541

Πάτρα 211 0 132 217 451 300 605 301 760 422

Κόρινθος 83 132 0 332 572 393 715 400 870 537

Ιωάννινα 411 217 332 0 260 185 403 124 557 219

Θεσ/νίκη 501 451 572 260 0 152 146 214 301 170

Λάρισα 323 300 393 185 152 0 294 62 449 199

Δράμα 644 605 715 403 146 294 0 356 186 336

Τρίκαλα 333 301 400 124 214 62 356 0 511 209

Αλεξ/πολ 799 760 870 557 301 449 186 511 0 491

Φλώρινα 541 422 537 219 170 199 336 209 491 0

ακολουθία των θερμοκρασιών θα λαμβάνει τιμές πολύ κοντά στο μηδέν. Παρακάτω παρουσιάζου-

με τον κώδικα που χρησιμοποιήσαμε στην R. Από τα αποτελέσμα, καθώς και από το Διάγραμμα
4.9, βλέπουμε ότι ξεκινάμε τυχαία από την διαδρομή Αθήνα → Κόρινθος → Δράμα → Πάτρα

→ Τρίκαλα → Λάρισα → Φλώρινα → Ιωάννινα → Θεσσαλονίκη → Αλεξανδρούπολη → Αθήνα,
όπου έχει συνολική απόσταση 3.544 χιλιόμετρα. ΄Επειτα, λόγω της αρκετά μεγάλης θερμοκρασίας

βλέπουμε ότι η μέθοδος προσομοιωμένης ανόπτησης κάνει αποδεκτές υποψήφιες λύσεις όπου αυ-

ξάνουν την χιλιομετρική απόσταση. Παρ΄ όλα αυτά, μετά από περίπου 60 επαναλήψεις, συγκλίνει

στην βέλτιστη διαδρομή που πρέπει να ακολουθήσει ο πωλητής, όπου είναι Αθήνα → Κόρινθος

→ Πάτρα → Ιωάννινα → Φλώρινα → Θεσσαλονίκη → Αλεξανδρούπολη → Δράμα → Λάρισα →
Τρίκαλα →Αθήνα, με συνολική απόσταση 1997 χιλιόμετρα.

Διάγραμμα 4.9: Στο παραπάνω διάγραμμα βλέπουμε την κίνηση που πραγματοποιεί η συνολική

απόσταση που διανύει ο περιπλάνωμενος πωλητής σε σχέση με τις πιθανές λύσεις που παίρνουμε

από τον αλγόριθμο προσομοιωμένης ανόπτησης.
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> data<−read . t ab l e ( choose . f i l e s ( ) , header=FALSE)
> c<−as . matrix ( data )
> d i s t ance <− f unc t i on ( order ) {
t o t a l d i s t a n c e <− 0
f o r ( i in 1 : ( l ength ( order )−1)) {

t o t a l d i s t a n c e <− t o t a l d i s t a n c e + c [ order [ i ] , o rder [ i +1] ]
}
r e turn ( t o t a l d i s t a n c e ) }

> swap <− f unc t i on ( order ) {
po s i t i on s<− sample ( c ( 2 : 1 0 ) , 2)
temp = order [ p o s i t i o n s [ 1 ] ]
o rder [ p o s i t i o n s [ 1 ] ] = order [ p o s i t i o n s [ 2 ] ]
o rder [ p o s i t i o n s [ 2 ] ] = temp
return ( order )

}
> accptFun <− f unc t i on ( delE , t ) {

r e turn (1/( exp ( delE/ t ) ) ) }
> t = 10ˆ5
> order <− c (1 , sample (x = 2 : 1 0 ) , 1 )
> o rd e r s t a r t<−order
> o r d e r s t a r t
[ 1 ] 1 3 7 2 8 6 10 4 5 9 1

> E <− d i s t ance ( order = order )
> E

V3
3544
> i t e r <− 1
> Error<−c (E)
> whi le ( t > 10ˆ−4) {

newOrder <− swap ( order = order )
newE <− d i s t ance ( order = newOrder )
u<− r un i f ( 1 , 0 , 1 )
acpt <− accptFun (newE − E, t )
i f (u <= acpt ) {

delE <− newE − E
E <− newE
order <− newOrder
t <− t ∗ 0 .8
i t e r <− i t e r + 1
Error [ i t e r ] = E} }

> order
[ 1 ] 1 3 2 4 10 5 9 7 6 8 1

> E
V3

1997
> p lo t ( 1 : i t e r , Error , xlab = ” I t e r a t i o n s ” ,

ylab = ”Total Distance ” , type = ” l ” , lwd=2)
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4.4 Στοχαστική Μέθοδος Κλίσης

Σε αυτήν την ενότητα θα μελετήσουμε το πρόβλημα της βελτιστοποίησης μιας συνάρτησης, από

λίγο διαφορετική οπτική γωνία. Πέρα από τις συναρτήσεις που ασχοληθήκαμε στις προηγούμε-

νες ενότητες του κεφαλαίου μας, υπάρχουν πολλές πρακτικές περιπτώσεις όπου δεν έχουμε στην

διάθεση μας την πλήρη μορφή της συνάρτησης που θέλουμε να βελτιστοποιήσουμε. Σε τέτοιες

περιπτώσεις είναι σύνηθες να έχουμε στην κατοχή μας μόνο ένα σύνολο παρατηρήσεων πλήθους

n από κάθε μεταβλητή που μπαίνει ως όρισμα στην συνάρτηση μας, καθώς και n στο πλήθος πα-
ρατηρήσεις που προκύπτουν ως αποτέλεσμα από την άγνωστη συνάρτηση μας. Με άλλα λόγια

διαθέτουμε n σε πλήθος παρατηρήσεις από κάθε μεταβλητή X1, ..., Xk, όπου στην βιβλιογραφία

αυτές οι κ μεταβλητές αναφέρονται ως επεξηγηματικές μεταβλητές, καθώς και n στο πλήθος πα-
ρατηρήσεις από μια μεταβλητή Y, όπου την ονομάζουμε μεταβλητή απόκρισης. Σε μια τέτοια
κατάσταση, σκοπός μας είναι να βρούμε μια συνάρτηση g, όπου δίνοντας της ως ορίσματα τις
επεξηγηματικές μεταβλητές, να είναι σε θέση να προβλέψει την αναμενόμενη τιμή που θα πάρει

η μεταβλητή απόκρισης Y. ΄Ετσι λοιπόν, αν συμβολίσουμε για συντομία X τις επεξηγηματικές
τυχαίες μεταβλητές X1, ..., Xk, θα έχουμε ότι η συνάρτηση g θα είναι της μορφής:

g(X;w) = E[Y | X = x ],

όπου με w έχουμε συμβολίσει τις άγνωστες παραμέτρους του μοντέλου μας, όπου συνήθως λει-
τουργούν ως συντελεστές στις επεξηγηματικές μεταβλητές, δίνοντας τους έτσι κάποια βαρύτη-

τα. Προφανώς η μορφή της συνάρτησης g εξαρτάται από το πρόβλημα στο οποίο αναφερόμαστε.
Τέτοιου είδους προβλήματα συναντάμε αρκετά συχνά σε κλάδους της στατιστικής και της μηχα-

νικής μάθησης. Δύο σημαντικές εφαρμογές που μπορούμε να αναφέρουμε είναι:

1. Παλινδρόμηση (regression).

2. Νευρωνικά δικτυα (neaural networks).

Για παράδειγμα αν δούμε ότι η μεταβλητή απόκρισης μπορεί να εκφραστεί ως ένας γραμμικός

συνδυασμός των επεξηγηματικών μεταβλητών, δηλαδή είμαστε στην περίπτωση της γραμμικής

παλινδρόμησης, τότε η μορφή της συνάρτησης g θα είναι:

g(X;w) = w1 + w2X1 + ....+ wk+1Xk.

Σε αυτό το σημείο είναι πολύ σημαντικό να πούμε ότι η τιμή που θα μας δώσει η συνάρτηση g
θα περιέχει και ένα σφάλμα, καθώς όπως είπαμε η g εκφράζει μια εκτίμηση της αναμενόμενης τι-
μής της μεταβλητής απόκρισης Y. Για το μοντέλο της γραμμικής παλινδρόμησης κάνουμε κάποιες
υποθέσεις, τις οποίες πρέπει πάντα να τις ελέγχουμε πριν προχωρήσουμε στην επίλυση του προ-

βλήματος. Αναφέρουμε λοιπόν αυτές τις υποθέσεις, αν και δεν θα ασχοληθούμε στην παρούσα

εργασία με αυτές. Προς αυτήν την κατεύθυνση, αν ορίσουμε την τυχαία μεταβλητή

εi = ŷi − yi,

να είναι το σφάλμα του μοντέλου μας, όπου με ŷi έχουμε συμβολίσει την εκτίμηση που μας δίνει
η συνάρτηση g για την ί-οστή παρατήρηση των επεξηγηματικών μεταβλητών, τότε έχουμε τις
υποθέσεις:

1. E[εi] = 0, ∀ i = 1, 2..., n.

2. V ar(εi) = σ2, ∀ i = 1, 2..., n.

3. Cov(εi, εj) = 0, ∀ i ̸= j.

4. εi ∼ N(0, σ2), ∀ i = 1, 2..., n.
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Το πρόβλημα που μας ζητείται να λύσουμε αφορά την εύρεση των σταθερών αγνώστων w1, ..., wk+1,

έτσι ώστε να πάρουμε την μικρότερη δυνατή διασπορά σ2
για το μοντέλο μας. Προς αυτήν την

κατεύθυνση γνωρίζουμε ότι μια αμερόληπτη εκτιμήτρια για την ποσότητα σ2
είναι η

σ̂2 =
1

n− k − 1
·

n∑
i=1

ε2i =
1

n− k − 1
·

n∑
i=1

(ŷi − yi)
2.

Αυτή η εκτιμήτρια, όπως γνωρίζουμε, είναι το λεγόμενο μέσο τετραγωνικό σφάλμα. Επομένως,

από όρους βελτιστοποίησης, μπορούμε να πούμε ότι ζητάμε τις κατάλληλες τιμές των παραμέτρων

w1, ..., wk+1 έτσι ώστε να ελαχιστοποιήσουμε την συνάρτηση:

f(X,y;w) =
1

n− k − 1
·

n∑
i=1

(w1 + w2Xi,1 + ...+ wk+1Xi,k+1 − yi)
2.

Πριν προχωρήσουμε στις μεθόδους κλίσης για την βελτιστοποίηση αυτής της συνάρτησης, ας δούμε

μία συνηθισμένη μέθοδο που χρησιμοποιούμε για την εύρεση των παραμέτρων του μοντέλου μας.

Αυτή η μέθοδος φέρει το όνομα των ελαχίστων τετραγώνων, όπου κάτω από κάποιες προϋποθέσεις,

μας δίνει μια αναλυτική έκφραση για την εκτίμηση των w1, ..., wk+1. Προς αυτήν την κατεύθυνση

θα μπορούσαμε να ορίσουμε το μοντέλο μας σε μορφή πινάκων ως εξής:

y = X̃ ·w+ e,

όπου y = (y1, y2, ...., yn)
T , w = (w1, ...., wk+1)

T , e = (ε1, ...., εn)
T , και

X̃ =


1 x11 x12 x13 . . . x1k

1 x21 x22 x23 . . . x2k
...

...
...

. . .
...

1 xn1 xn2 xn3 . . . xnk


είναι ο λεγόμενος πίνακας σχεδιασμού του μοντέλου μας. ΄Οπως γνωρίζουμε λοιπόν, μέσω της με-

θόδου των ελαχίστων τετραγώνων έχουμε την δυνατότητα να ελαχιστοποιήσουμε το τετραγωνικό

σφάλμα του μοντέλου μας, δηλαδή την ποσότητα

n∑
i=1

ε2i =
n∑

i=1

(ŷi − yi)
2.

Αυτό το καταφέρνουμε, παίρνοντας τις μερικές παραγώγους αυτής της ποσότητας ως πρός τους

αγνώστους w1, ..., wk+1 και θέτοντας την κάθε μια μερική παράγωγο ίση με το μηδέν, καταλήγουμε

σε ένα γραμμικό σύστημα k + 1 εξισώσεων με k + 1 αγνώστους . Λύνοντας αυτό το γραμμικό
σύστημα βρίσκουμε μια εκτίμηση για τις άγνωστες παραμέτρους του μοντέλου μας:

ŵ = (ŵ1, ...., ŵk+1)
T = (X̃ · X̃T )−1 · X̃Ty.

Προφανώς για τον υπολογισμό του ŵ θα πρέπει να ισχύουν δύο βασικές προϋποθέσεις:

1. n ≥ k + 1 , δηλαδή το πλήθος των παρατηρήσεων που έχουμε συλλέξει για κάθε μια
μεταβλητή, να είναι τουλάχιστον ίσο με το πλήθος των αγνώστων w1, ..., wk+1.

2. rank(X̃) = k+1, δηλαδή ο πίνακας σχεδιασμού να είναι πλήρους τάξης ως προς τις στήλες.
Αυτή η συνθήκη είναι απαραίτητη για να μπορεί να υπάρχει ο αντίστροφος πίνακας που

υπολογίζουμε στην παραπάνω εκτίμηση. Στην περίπτωση που δεν ισχύει η συνθήκη δεν

μπορούμε να υπολογίσουμε τον αντρίστροφο πίνακα, καθώς η ορίζουσα του πίνακα X ·XT

θα είναι μηδέν.
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Θεωρώντας λοιπόν ότι αυτές οι δύο συνθήκες ικανοποιούνται, μπορούμε να διακρίνουμε κάποιες

υπολογιστικές δυσκολίες που αφορούν αυτήν την εκτίμηση, στην περίπτωση όπου ο αριθμός των

n σε πλήθος παρατηρήσεων από κάθε μεταβλητή αυξάνεται. Πράγματι γνωρίζουμε ότι ο υπολογι-
σμός ενός αντιστρόφου πίνακα είναι έτσι και αλλιώς αρκετά χρονοβόρο από θέμα υπολογιστικού

κόστους, πόσο μάλλον όταν οι διάστασεις του πίνακα ανεβαίνουν. Στην συγκεκριμένη περίπτωση

μας ζητείται να υπολογίσουμε τον αντίστροφο ενός n× n πίνακα. Οπότε είναι φανερό ότι καθώς
αυξάνεται η τιμή του n, τόσο πιο υψηλό υπολογιστικό κόστος θα έχουμε. Το φαινόμενο αυτό είναι
αρκετά συχνό σε πρακτικές εφαρμογές, μιας και όσες περισσότερες παρατηρήσεις διαθέτουμε για

τις μεταβλητές μας, τόσο πιο αξιόπιστα αποτελέσματα μπορούμε να δώσουμε. Για την αποφυγή

αυτού του μεγάλου υπολογιστικού κόστους, έρχονται να μας δώσουν λύση οι μέθοδοι κλίσης, δη-

λαδή αντί να πάρουμε την εκτίμηση που μας δίνει η μέθοδος ελαχίστων τετραγώνων, επιλέγουμε να

εφαρμόσουμε μια επαναληπτική μέθοδο για την εύρεση των κατάλληλων τιμών w1, ..., wk+1. Μία

πρώτη ιδέα είναι να εφαρμόσουμε την ντετερμινιστική μέθοδο κλίσης, όπου η φιλοσοφία της είναι

ότι η ανανέωση των αγνώστων w1, ..., wk+1 θα βασίζεται στην κλίση της συνάρτησης όπου σκο-

πεύουμε να ελαχιστοποιήσουμε. Προς αυτην την κατεύθυνση, γνωρίζουμε ότι η βέλτιστη επιλογή

που μπορούμε να κάνουμε για να μειώσουμε την συνάρτηση μας όταν βρισκόμαστε σε μια θέση w0

είναι να κινηθούμε προς την αντίθετη κατεύθυνση που μας δίνει η παράγωγος σε αυτό το σημείο.

Προφανώς επειδή εδώ βρισκόμαστε σε ένα πολυδιάστατο πρόβλημα, την θέση της παραγώγου θα

την πάρει το διάνυσμα της κλίσης της συνάρτησης μας. Για παράδειγμα η κλίση της συνάρτησης f
που θέλουμε να ελαχιστοποιήσουμε στο γραμμικό μοντέλο παλινδρόμησης είναι η:

▽f(X,y;w) = (
∂f(X,y;w)

∂w1

, ....,
∂f(X,y;w)

∂wk+1

)T =
1

n− k − 1
· 2X̃T · (X̃w− y).

Επομένως ο αλγόριθμος για την ντετερμινιστική μέθοδο κλίσης θα είναι ο παρακάτω.

Αλγόριθμος Μεθόδου Κλίσης

1. Αρχικοποιούμε τυχαία τις άγνωστες παραμέτρους w1, ..., wk+1 και έτσι παίρνουμε μια

τυχαία αρχική αναπαράσταση του διανύσματος ŵ0.

2. Ανανεώνουμε τις παραμέτρους μας ταυτόχρονα για κάθε επανάληψη του αλγορίθμου,

μέχρι να ικανοποιηθεί κάποιο κριτήριο τερματισμού, μέσω της σχέσης

ŵ j = ŵ j−1 − αj ·
1

n− k − 1
· 2X̃T · (X̃ŵj − y).

Στον αλγόριθμο έχουμε συμβολίσει με {aj}j≥1 μια θετική και φθίνουσα ακολουθία πραγματικών

αριθμών, όπου στην βιβλιογραφία αναφέρεται ως βήμα εκμάθησης, και αποτελεί μια παράμετρο του

αλγορίθμου που θα πρέπει εμείς να εισάγουμε. Μιας και η επιλογή αυτής της ακολουθίας σχετίζεται

πολύ στενά με το πρόβλημα που έχουμε να αντιμετωπίσουμε, θα μπορούσαμε γενικά να πούμε ότι

αποφεύγουμε να λαμβάνει είτε πολύ μεγάλες είτε πολύ μικρές τιμές καθ΄ όλη την διάρκεια της.

Αυτό το σχόλιο ακούγεται λογικό, καθώς στην πρώτη περίπτωση κινούμαστε με αρκετά μεγάλα

βήματα στο χώρο, όποτε είναι πιθανό να υπερπηδήσουμε το ελάχιστο της συνάρτησης, ενώ στην

δεύτερη περίπτωση θα κινούμαστε πολύ αργά με αποτέλεσμα είτε να μην συγκλίνουμε ποτέ είτε να

εκτελέσουμε πολλές περισσότερες επαναλήψεις από όσες χρειάζονται. Σύμφωνα με το σκεπτικό

που μόλις αναλύσαμε έχουμε ότι μια συνήθης επιλογή της ακολουθίας {aj}j≥1 είναι η:

aj =
A√
j + 1

, για j ≥ 1 και A ∈ (0, 1].

Επιλέγοντας ως βήμα εκμάθησης την ακολουθία {aj}j≥1 που αναφέραμε, παρατηρούμε ότι στις

αρχικές επαναλήψεις του αλγορίθμου θα έχουμε ένα σχετικά μεγάλο βήμα εκμάθησης, όπου θα
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μας επιτρέψει να κινηθούμε πιο γρήγορα προς την περιοχή που λαβάνει ελάχιστο η συνάρτηση μας.

Σε αντίθεση με τις αρχικές επαναλήψεις του αλγορίθμου, όσο προχωράμε θα μειώνεται το βήμα

εκμάθησης. Αυτή η συμπεριφορά φαντάζει λογική, μιας και θα επιθυμούσαμε να κάνουμε μικρά

βήματα όταν βρισκόμαστε στην περιοχή του ελαχίστου της συνάρτησης.

Με την μέθοδο της ντετερμινιστικής μεθόδου κλίσης παρατηρούμε ότι καταφέραμε να απο-

φύγουμε τον υπολογισμό αντιστροφής ενός μεγάλης διάστασης πίνακα, όπου μας έδινε η μέθοδος

ελαχίστων τετραγώνων. ΄Ομως βλέπουμε ότι σε κάθε ανανέωση των παραμέτρων ŵ1, ..., ŵk+1

χρησιμοποιούμε και τα n σε πλήθος δεδομένα που έχουμε συλλέξει για κάθε μεταβλητή. Αυτό
το γεγονός συνεχίζει να μην μας κρατάει ευχαριστημένους από την άποψη του μεγάλου υπολογι-

στικού κόστους καθώς αυξάνεται το πλήθος των παρατηρήσεων. ΄Ετσι οδηγούμαστε πλέον στην

στοχαστική μέθοδο κλίσης, όπου η φιλοσοφία της δεν διαφέρει από την αντίστοιχη ντετερμινιστική

μέθοδο κλίσης. Η διαφορά της είναι ότι αντί να πάρουμε την πραγματική κλίση της συνάρτησης f,
θα πάρουμε μια αμερόληπτη εκτιμήτρια της. Προς αυτήν την κατεύθυνση αν συμβολίσουμε με

fi := (w1 + w2Xi,1 + ...+ wk+1Xi,k+1 − yi)
2,

τότε μπορούμε να γράψουμε την συνάρτηση f ως

f(X,y;w) =
1

n− k − 1
·

n∑
i=1

fi.

Συνεχίζοντας, η στοχαστική μέθοδο κλίσης προτείνει ότι αντί να πάρουμε ολόκληρο το σύνολο

δεδομένων που διαθέτουμε έτσι ώστε να ανανεώσουμε τις τιμές των άγνωστων παραμέτρων, θα

μπορούσαμε σε κάθε επανάληψη να παίρνουμε τυχαία ένα και μοναδικό σημείο το οποίο μέσω της

κλίσης του θα μας υποδείκνυε προς ποια κατεύθυνση θα κινηθούμε για να βελτιστωποιήσουμε την

συνάρτηση μας. Με άλλα λόγια, σε κάθε επανάληψη διαλέγουμε τυχαία έναν αριθμό λ που να
ανήκει στο διακριτό διάστημα [1, n] και παίρνουμε ένα μοναδικό “ζευγάρι” παρατηρήσεων μεταξύ
των επεξηγηματικών μεταβλητών και της μεταβλητής απόκρισης {Xλ,1, ..., Xλ,k, Yλ}. Επομένως η
εκτίμηση της κλίσης που κάνουμε μέσω αυτής της μεθόδου είναι η

▽̂f(X,y;w) =
n

n− k − 1
· ▽fλ.

Μπορούμε να δείξουμε πολύ εύκολα ότι αυτή η ποσότητα είναι μια αμερόληπτη εκτιμήτρια της

πραγματικής κλίσης της συνάρτησης f. Πράγματι λαμβάνοντας υπόψιν τον ορισμό της μέσης τιμής
μιας διακριτής τυχαίας μεταβλητής και ότι η πιθανότητα επιλογής του αριθμού λ είναι ίση με 1⧸n,
μιας και επιλέγεται τυχαία από ένα δείγμα n αριθμών, όπου ο κάθε αριθμός είναι το ίδιο πιθανό να
επιλεχτεί, θα έχουμε:

E[
n

n− k − 1
· ▽fλ] =

n

n− k − 1
· E[▽fλ]

=
n

n− k − 1
·

n∑
λ=1

1

n
· ▽fλ =

n

n− k − 1
· 1
n
·

n∑
λ=1

▽fλ

=
1

n− k − 1

n∑
λ=1

▽fλ = ▽f(X,y;w).

Οπότε συμβολίζοντας με X̃λ την λ γραμμή του πίνακα σχεδιασμού, θα έχουμε ότι ο αλγόριθμος της
στοχαστικής μεθόδου κλίσης μετασχηματίζεται σε σχέση με την ντετερμινιστική μέθοδο κλίσης

ως εξής:
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Αλγόριθμος Στοχαστικής Μεθόδου Κλίσης

1. Αρχικοποιούμε τυχαία τις άγνωστες παραμέτρους w1, ..., wk+1 και έτσι παίρνουμε μια

τυχαία αρχική αναπαράσταση του διανύσματος ŵ0.

2. Για κάθε επανάληψη του αλγορίθμου εκτελούμε τις επόμενες δύο διαδικασίες:

• Παράγουμε τυχαία έναν αριθμό λ από το διακριτό διάστημα [1, n].

• Ανανεώνουμε ταυτόχρονα τις παραμέτρους μέσω της σχέσης

ŵj = ŵ j−1 − αj ·
n

n− k − 1
· ▽fλ

= ŵ j−1 − αj ·
n

n− k − 1
· 2X̃T

λ · (X̃λŵ
j − yλ).

Προφανώς, λόγω του ότι για να αποφασίσουμε προς ποια κατεύθυνση θα κινηθούμε διαλέγουμε

τυχαία σε κάθε επανάληψη μια μόνο από τις συνονικά n παρατηρήσεις, είναι λογικό να έχουμε
ένα σφάλμα στην εκτίμηση μας. Αυτό έχει ως αποτέλεσμα ο αλγόριθμος της στοχαστικής κλίσης

να μην ανανεώνει τις άγνωστες παραμέτρους όπως το κάνει η ντετερμινιστική μέθοδος κλίσης.

Επομένως αναμένουμε καθ΄ όλη την διάρκεια του αλγορίθμου να πραγματοποιούνται κινήσεις οι

οποίες να μην είναι βέλτιστες για την ελαχιστοποίηση της συνάρτησης f. Επομένως είναι λογικό
να αναμένουμε να πάρουμε μια πιο αργή σύγκλιση της μεθόδου προς την βέλτιστη λύση. Παρόλα

αυτά, η δραματική μείωση του υπολογιστικού κόστους που μας προσφέρει αυτή η μέθοδος είναι

καθοριστική και για αυτόν τον λόγο χρησιμοποιείται πάρα πολύ σε περιπτώσεις όπου διαθέτουμε

τεράστιο σύνολο δεδομένων. Να αναφέρουμε σε αυτό το σημείο ότι για να βελτιώσουμε την

διασπορά στην εκτίμηση μας μέσω της στοχαστικής μεθόδου κλίσης, έχουμε την δυνατότητα να

θυσιάσουμε λίγο παραπάνω υπολογιστικό κόστος. Αυτό το πετυχαίνουμε παίρνοντας αυτήν την

φορά όχι μια μόνο παρατήρηση, αλλά επιλέγοντας τυχαία ένα μικρό πλήθος m, όπου το m μπορεί
να είναι για παράδειγμα ίσο με 10. Η μέθοδος αυτή είναι γνωστή στην ξενόγλωσση βιβλιογραφία

ως mini batch gradient descent. Βέβαια σε αυτήν την μέθοδο θα πρέπει να τροποποιήσουμε
την αμερόληπτη εκτιμήτρια κλίσης της συνάρτησης f, καθώς και την ανανέωση των άγνωστων
συντελεστών w1, ..., wk+1. Οπότε η αμερόληπτη εκτιμήτρια για την κλίση της συνάρτησης f θα
είναι

▽̂f(X,y;w) =
n

n− k − 1
· 1

m
·

m∑
i=1

▽fi,

όπου η αμεροληψία της αποδεικνύεται ακριβώς με τον ίδιο τρόπο όπως δείξαμε και για την εκτιμήτρια

της στοχαστικής μεθόδου κλίσης. Επίσης η ανανέωση των άγνωστων παραμέτρων θα γίνεται πλέον

μέσω της σχέσης:

ŵ j = ŵ j−1 − αj ·
n

n− k − 1
· 1

m
·

m∑
i=1

▽fi

= ŵ j−1 − αj ·
n

(n− k − 1) ·m
· 2

m∑
i=1

X̃T
i · (X̃iŵ

j − yi),

όπου και πάλι με X̃i έχουμε συμβολίσει την i−στη σειρά του πίνακα σχεδιασμού. Για να κατα-
νοήσουμε τα παραπάνω, πάμε αν δούμε ένα αναλυτικό παράδειγμα εφαρμογής των τριών μεθόδων

κλίσης για την περίπτωση που βρισκόμαστε στην γραμμική παλινδρόμηση.

Παράδειγμα 4.7 Στο παράδειγμα αυτό θα δούμε την αποτελεσματικότητα και το υπολογιστικό

κόστος που μας δίνουν οι τρείς μέθοδοι κλίσης που παρουσιάσαμε στην θεωρία μας. Προς αυτήν
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την κατεύθυνση ας δούμε ένα παράδειγμα που διαθέτουμε μόνο μια επεξηγηματική μεταβλητή, η

οποία αποτελείται από 10000000 ανεξάρτητες παρατηρήσεις από την ομοιόμορφη κατανομή στο
διάστημα (−4, 4). Στην συνέχεια ορίζουμε την μεταβλητή απόκρισης του μοντέλου μας μέσω της
σχέσης

yi = 4 + 3xi + εi όπου εi ∼ N (0, 1) και i = 1, ..., 10000000.

Επομένως εδώ έχουμε ότι το πραγματικό διάνυσμα των σταθερών συντελεστών του μοντέλου είναι

(w1, w2)
T = (4, 3). Πάμε να δούμε τώρα τι μας δίνουν οι μέθοδοι που αναπτύξαμε. Ξεκινώντας

ας ορίσουμε την συνάρτηση μέσου τετραγωνικού σφάλματος που θέλουμε να βελτιστοποιήσουμε,

βρίσκοντας τις κατάλληλές τιμές των άγνωστων παραμέτρων. ΄Ετσι θα έχουμε ότι:

f(X,y;w) =
1

n− 1
·

n∑
i=1

fi =
1

n− 1
·

n∑
i=1

(w1 + w2xi − yi)
2.

΄Αρα το διάνυσμα της κλίσης της συνάρτησης f του παραδείγματος μας, θα δίνεται από την σχέση

▽f(X,y;w) =
1

n− 1
·

n∑
i=1

▽fi =
1

n− 1
· 2X̃T · (X̃w− y),

όπου ακολουθώντας τον συμβολισμό της θεωρίας μας, έχουμε συμβολίσει με w τον πίνακα διάστα-
σης 2× 1 των άγνωστων παραμέτρων του μοντέλου, με y τον πίνακα διάστασης 10000000× 1 που
περιλαμβάνει τις παρατηρήσεις της μεταβλητής απόκρισης Y, και τέλος με X̃ έχουμε συμβολίσει
τον 10.000.000× 2 πίνακα σχεδιασμού:

X̃ =


1 x11

1 x21
...

...
1 xn1

 .

Οπότε είμαστε έτοιμοι να υλοποιήσουμε τον αλγόριθμο κλίσης για το μοντέλο μας, πραγματο-

ποιώντας 500 επαναλήψεις. Παρακάτω δίνουμε τον κώδικα που χρησιμοποιήσαμε στην R για την
ντετερμινιστική μέθοδο κλίσης.

> n=10000000 ; x <− r un i f (n , −4, 4)
> y <− 3∗x + rnorm (n) + 4
> X <− cbind (1 , matrix (x ) )
> w 0<−rep (0 ,2∗500) ; w gd<−matrix (w 0 , nco l=2)
> s t a r t . time1 <− Sys . time ( )
> f o r ( i in 2 : 500 ) { alpha= 0.5/ sq r t ( i +1)
e r r o r <− (X %∗% w gd [ i −1 ,] − y )
de l t a <− 2∗ t (X) %∗% er r o r / (n−1)
w gd [ i , 1 ] <− w gd [ i −1 ,1] − alpha ∗ de l t a [ 1 ]
w gd [ i , 2 ] <− w gd [ i −1 ,2] − alpha ∗ de l t a [ 2 ] }

> end . time1 <− Sys . time ( ) ; time . taken gd <−end . time1 −s t a r t . time1
> time . taken gd
Time d i f f e r e n c e o f 1 .818471 mins
> w gd [ 5 0 0 , ]
[ 1 ] 3 .999828 2.999717

Από τα αποτελέσματα βλέπουμε ότι η ντετερμινιστική μέθοδος κλίσης, καταφέρνει να βρεί τις

κατάλληλες τιμές των άγνωστων παραμέτρων του μοντέλου μας, μιας και βλέπουμε ότι δίνει
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(ŵ1, ŵ2)
T = (4, 3) στρογγυλοποιώντας στο τρίτο δεκαδικό ψηφίο. Επίσης παρατηρούμε ότι η

πραγματοποίηση του αλγορίθμου χρειάστηκε περίπου 1.82 · 60 ≃ 109 δευτερόλεπτα. Αυτό το απο-
τέλεσμα το κρατάμε και αναμένουμε να δούμε αν θα υπάρξει σημαντική μείωση με την χρήση των

άλλων δύο μεθόδων. Συνεχίζουμε λοιπόν με την στοχαστική μέθοδο κλίσης, όπου αφού πάρουμε

τυχαία ένα και μοναδικό ζευγάρι (Xλ, yλ) από τα συνολικά 10000000 δεδομένα που έχουμε συλ-
λέξει για τις δύο μεταβλητές X και Y, θα πάμε και θα αντικαταστήσουμε την πραγματική κλίση
της συνάρτησης f με την αμερόληπτη εκτιμήτριας της:

▽̂f(X,y;w) =
n

n− 1
· ▽fλ =

n

n− 1
· 2X̃T

λ · (X̃λw− yλ).

Επομένως υλοποιούμε τον αλγόριθμο της στοχαστικής κλίσης για τα δεδομένα μας, με την χρήση

του παρακάτω κώδικα στην R.

> w 0 sgd<−rep (0 ,2∗500)
> w sgd<−matrix ( w 0 sgd , nco l=2)
> k=1
> s t a r t . time2 <− Sys . time ( )
> f o r ( i in 2 : 500 ) {

alpha= 0.5/ sq r t ( i )
l<−sample ( 1 : n , k )
e r r o r <− (X[ l , ] %∗% w sgd [ i −1 ,] − y [ l ] )
d e l t a <− 2∗ t (X) [ , l ] %∗% er r o r ∗(n/(n−1))
w sgd [ i , 1 ] <− w sgd [ i −1 ,1] − alpha ∗ de l t a [ 1 ]
w sgd [ i , 2 ] <− w sgd [ i −1 ,2] − alpha ∗ de l t a [ 2 ]

}
> end . time2 <− Sys . time ( )
> time . taken sgd <− end . time2 − s t a r t . time2
> time . taken sgd
Time d i f f e r e n c e o f 37 .22642 s e c s
> w sgd [ 5 0 0 , ]
[ 1 ] 4 .014659 2.922483

Από τα αποτελέσματα παρατηρούμε ότι η στοχαστική μέθοδος κλίσης μας, στις 500 επαναλήψεις

μας έχει δώσει για τις άγνωστες παραμέτρους την εκτίμηση (ŵ1, ŵ2)
T = (4.01, 2.92), με στρογ-

γυλοποίηση στο τρίτο δεκαδικό ψηφίο. Αυτή η εκτίμηση αν και είναι λίγο χειρότερη από την

αντίστοιχη εκτίμηση της ντετερμινιστικής μεθόδου κλίσης, είναι ικανοποιητική αν λάβουμε υπόψιν

ότι ο χρόνος που χρειάστηκε η R για να την υλοποιήσει είναι ίσος με περίπου 37 δευτερόλεπτα,
δηλαδή είχαμε περίπου 66% μείωση του χρόνου εκτέλεσης.
Πάμε τώρα να δούμε και τα αποτελέσματα που μας δίνει η μέθοδοςmini batch gradient descent.

Για την πραγματοποίηση του αλγορίθμου, θα πρέπει σε κάθε επανάληψη να επιλέγουμε τυχαία ένα

υποσύνολο των συνολικών παρατηρήσεων πλήθους m. Η γενική φιλοσοφία της μεθόδου είναι να
κρατάμε την τιμή που θα πάρει το m αρκετά μικρή έτσι ώστε να μειώνεται αρκετά το υπολογιστικό
κόστος σε σχέση με την ντετερμινιστική μέθοδο κλίσης. Οπότε στο παράδειγμα μας θα επιλέξουμε

το m να ισούται με 10. Επιπλέον η πραγματική κλίση της συνάρτησης f θα αντικατασταθεί από
την εκτιμήτρια

▽̂f(X,y;w) =
n

n− 1
· 1

10
·

10∑
i=1

▽fi =
n

(n− k − 1) · 10
· 2

m∑
i=1

X̃T
i · (X̃iw− yi).

Εφαρμόζουμε λοιπόν τον αλγόριθμο μας, για 500 επαναλήψεις, μέσω του παρακάτω κώδικα στην
R.
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> w 0 mbgd<−rep (0 ,2∗500)
> w mbgd<−matrix (w 0 mbgd , nco l=2)
> m=10
> s t a r t . time3 <− Sys . time ( )
> f o r ( i in 2 : 500 ) {

alpha= 0.5/ sq r t ( i )
l<−sample ( 1 : n ,m)
e r r o r <− (X[ l , ] %∗% w mbgd [ i −1 ,] − y [ l ] )
d e l t a <− 2∗ t (X) [ , l ] %∗% er r o r ∗(n /( (n−1)∗m))

w mbgd [ i , 1 ] <− w mbgd [ i −1 ,1] − alpha ∗ de l t a [ 1 ]
w mbgd [ i , 2 ] <− w mbgd [ i −1 ,2] − alpha ∗ de l t a [ 2 ]

}
> end . time3 <− Sys . time ( )
> time . taken mbgd <− end . time3 − s t a r t . time3
> time . taken mbgd
Time d i f f e r e n c e o f 44 .92246 s e c s
> w mbgd [ 5 0 0 , ]
[ 1 ] 3 .988554 2.979128

Από τα παραπάνω αποτελέσματα είναι ξεκάθαρο ότι η εκτίμηση που μας δίνει η μέθοδος mini
batch gradient descent για τις άγνωστες παραμέτρους είναι σαφώς βελτιωμένη σε σχέση με αυτη
που μας έδωσε η στοχαστική μέθοδος κλίσης. Πράγματι βλέπουμε ότι μας δίνει την εκτίμηση

(ŵ1, ŵ2)
T = (3.99, 2.98), με στρογγυλοποίηση στο τρίτο δεκαδικό ψηφίο. Προφανώς ο χρόνος

που χρειάστηκε να εκτελέσει τον αλγόριθμο η R έχει αυξηθεί λίγο στα περίπου 45 δευτερόλεπτα,
αλλά και πάλι αν την συγκρίνουμε με την ντετερμινιστική μέθοδο κλίσης, βλέπουμε ότι έχουμε

πετύχει μια μείωση της τάξης του 60%. Επιπλέον θα μπορούσαμε να δημιουργήσουμε και δια-
γράμματα για τις συγκλίσεις των ακολουθιών που μας δίνουν και οι τρείς μέθοδοι για τους δύο

άγνωστους συντελεστές του μοντέλου. Ας φτιάξουμε για παράδειγμα ένα διάγραμμα που μας δίνει

την σύγκλιση των μεθόδων για την παράμετρο w1, μέσω του κώδικα:

> p lo t (w gd [ , 1 ] , lwd=2, type=” l ” , c o l=”red ” , ylim=c (0 , 5 )
, xlab=”n” , ylab=”w1”)

> l i n e s ( w sgd [ , 1 ] , lwd=2, c o l=”blue ”)
> l i n e s (w mbgd [ , 1 ] , lwd=2, c o l=”gold ”)
> l egend (” bottomright ” , l egend=c (”GD” ,”SGD” ,”MBGD,m=10”)

, lwd = 3 , c o l = c (” red ” ,” blue ” ,” gold ”) )

Από το Διάγραμμα 4.10 είναι ξεκάθαρο ότι η μέθοδος βελτιστοποίησης mini batch gradient
descent έχει καταφέρει να μειώσει την διασπορά σε σχέση με την στοχαστική μέθοδο κλίσης.
Αυτό το συμπέρασμα είναι λογικό, καθώς σε κάθε της επανάληψη η εκτίμηση της κλίσης λαμβάνει

υπόψιν της 10 παρατηρήσεις και όχι μια μοναδική. ΄Ετσι λοιπόν είναι ξεκάθαρο ότι στο παράδειγμα

μας είναι προτιμότερη η μέθοδος mini batch gradient descent, καθώς και μας δίνει εκτιμήσεις πολύ
κοντά στις πραγματικές, αλλά και μας μειώνει τον χρόνο εκτέλεσης κατά 60% σε σχέση με την
ντετερμινιστική μέθοδο κλίσης που δίνει τις καλύτερες εκτιμήσεις των άγνωστων παραμέτρων.
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Διάγραμμα 4.10: Με κόκκινο και μπλέ χρώμα βλέπουμε τις ακολουθίες που μας έδωσαν οι μέθο-

δοι κλίσης και στοχαστικής κλίσης αντίστοιχα για την εκτίμηση της παραμέτρου w1. Επίσης με
κίτρινο χρώμα βλέπουμε την ακολουθία που μας έδωσε η μέθοδος mini batch gradient descent,
παίρνοντας τυχαία m = 10 παρατηρήσεις σε κάθε επανάληψη του αλγορίθμου, για την εκτίμηση
της παραμέτρου w1.
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5 ΕΠΙΛΟΓΟΣ

Δύο μεγάλοι κλάδοι προβλημάτων που συναντάμε, τόσο στην στατιστική όσο και σε πολλές άλλες

επιστήμες, είναι η ολοκλήρωση και η βελτιστοποίηση. Σε πρακτικές εφαρμογές, η εύρεση μιας

αναλυτικής λύσης σε τέτοιου είδους προβλήματα είναι από αρκετά δύσκολη έως και ανέφικτη.

Επομένως ο μοναδικός τρόπος που θα μπορούσαμε να προσεγγίσουμε το πρόβλημα θα ήταν η

αναζήτηση μιας αριθμητικής λύσης, όπου πάνω σε αυτήν την ιδέα έχουν αναπτυχθεί διάφορες

μέθοδοι. Μια πρωταγωνιστική θέση σε αυτές τις αριθμητικές μεθόδους καταλαμβάνουν οι μέθοδοι

Monte Carlo, όπου βασίζονται στην τυχαία δειγματοληψία.
Για αυτόν τον λόγο, στο δεύτερο κεφάλαιο της διπλωματικής, παρουσιάσαμε μια σειρά από

μεθόδους προσομοίωσης τυχαίου δείγματος από γνωστές και μη γνωστές κατανομές. Μέσα από

τα παραδείγματα που δώσαμε, παρατηρήσαμε ότι αυτές οι μέθοδοι μπορούν να λειτουργήσουν πολύ

ικανοποιητικά σε περιπτώσεις που βρισκόμαστε σε μικρή διάσταση.

Παρ΄ όλα αυτά, οι αλγόριθμοι αυτοί δεν μπορεί να είναι το ίδιο αποδοτικοί σε προβλήματα προσο-

μοίωσης τυχαίου δείγματος σε μεγάλη διάσταση. Επομένως είναι πολύ σημαντικό να αναφέρουμε

ότι υπάρχουν μέθοδοι, που δεν έχουμε αναπτύξει στην παρούσα διπλωματική για την αντιμετώπιση

του προβλήματος της μεγάλης διάστασης. Δύο σπουδαίες μέθοδοι δειγματοληψίας που θα μπο-

ρούσαμε να αναφέρουμε είναι ο αλγόριθμος Metropolis – Hastings και ο δειγματολήπτης Gibbs,
όπου χρησιμοποιούν μαρκοβιανές αλυσίδες και για αυτόν τον λόγο ανήκουν στις μεθόδουςMCMC
(Markov Chain Monte Carlo) [5].
Στο τρίτο κεφάλαιο της διπλωματικής αναπτύξαμε την βασική μέθοδο ολοκλήρωσης Monte

Carlo. Ενα από τα πολύ σημαντικά χαρακτηριστικά αυτής της μεθόδου είναι η ανεξαρτησία που
έχει το σφάλμα της από την διάσταση του προβλήματος. Αυτή η ιδιότητα, καθώς και η απλότητα

της, την κάνουν να ξεχωρίζει από διάφορες άλλες ντετερμινιστικές μεθόδους ολοκλήρωσης, ακόμα

και σε μικρής διάστασης προβλήματα ολοκλήρωσης.

Παρ΄ όλα αυτά, είδαμε παραδείγματα όπου ο εκτιμητής της βασικής μεθόδου ολοκλήρωσης

Monte Carlo μας δίνει μεγάλη διασπορά. Για αυτόν τον λόγο αναπτύξαμε τρείς πολύ σημαντικές
μεθόδους ελάττωσης της διασποράς του βασικού εκτιμητή. ΄Οπως είδαμε στα παραδείγματα που

χρησιμοποιήσαμε, η ελάττωση της διασποράς ήταν εμφανής.

Στο τέταρτο κεφάλαιο είδαμε κάποιες μεθόδους που έχουν σκοπό την βελτιστοποίηση μιας

συνάρτησης. Το βασικό πλεονέκτημα των Monte Carlo μεθόδων βελτιστοποίησης είναι ότι έχουν
την δυνατότητα να αποφύγουν την σύγκλιση σε ένα τοπικό βέλτιστο σημείο, κάτι που δεν μπορεί

να συμβεί στις ντετερμινιστικές μεθόδους βελτιστοποίησης. Τον ισχυρισμό αυτό αποδείξαμε και

μέσα από μια σειρά παραδειγμάτων βελτιστοποίησης τόσο σε συνεχή όσο και διακριτά προβλήμα-

τα βελτιστοποίησης. Ιδιαίτερη σημασία δώσαμε στην επίλυση ενός από τα πιο γνωστά διακριτά

προβλήματα βελτιστοποίησης που είναι το πρόβλημα του περιπλανώμενου πωλητή, όπου η αναλυ-

τική του επίλυση αυξάνει ραγδαία καθώς αυξάνει το πλήθος των πόλεων που έχει να επισκεφτεί

ο πωλητής. Διαπιστώσαμε ότι με χρήση της μεθόδου προσομοιωμένης ανόπτησης καταφέραμε να

βρούμε την πραγματική λύση σε ένα ρεαλιστικό πρόβλημα 10 πόλεων της Ελλάδας σε λιγότετες

από 100 επαναλήψεις του αλγορίθμου.

Εκτός από τις μεθόδους που παρουσιάσαμε, μεγάλο ενδιαφέρον εντοπίζεται και στην μέθοδο

βελτιστοποίησηςMonte Carlo EM (Monte Carlo Expectation – Maximization) [6]. Στην συγκε-
κριμένη στοχαστική μέθοδο βελτιστοποίησης μας ενδιαφέρει περισσότερο η υπό–βελτιστοποίηση

συνάρτηση σε αντίθεση με τις μεθόδους που έχουμε αναφέρει, όπου για την βελτιστοποίηση της

συνάρτησης εξερευνούσαμε τον χώρο στον οποίο οριζόταν.
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