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Περίληψη

Τα μέσα κοινωνικής δικτύωσης αποτελούν αναπόσπαστο κομμάτι της ζωής πολλών ανθρώπων. Λόγω της
αμεσότητας και της εύκολης πρόσβασης των χρηστών σε αυτές τις πλατφόρμες συγκεντρώνεται
καθημερινά μεγάλος όγκος πληροφορίας, η ανάλυση της οποίας μπορεί να οδηγήσει σε χρήσιμα
συμπεράσματα. Το Twitter είναι μία πλατφόρμα που αναπτύσσεται με γρήγορους ρυθμούς ως προς το
πλήθος των χρηστών του και κατά συνέπεια ως προς τον όγκο των δεδομένων που παράγει, στα οποία
προσφέρει εύκολη πρόσβαση. Αυτός είναι λόγος που η αξιοποίησή του αποτελεί μία από τις ευκαιρίες
που εντοπίζουν οι σύγχρονοι αναλυτές. Χάρη στη γρήγορη παραγωγή δεδομένων που εντοπίζεται στο
Twitter, αυτό μπορεί να αξιοποιηθεί σε τομείς όπως η αντιμετώπιση έκτακτων αναγκών και πιο
συγκεκριμένα οι φυσικές καταστροφές, οι οποίες επηρεάζουν κάθε χρόνο τις ζωές χιλιάδων ανθρώπων.
Στη συγκεκριμένη εργασία θα γίνει ανάκτηση δεδομένων από το Twitter με σκοπό την εύρεση των
θεματικών τους κατά τη διάρκεια της πυρκαγιάς που ξέσπασε στην Εύβοια το καλοκαίρι του 2021.
Αρχικά, θα αναλυθεί η διαδικασία συλλογής και προεπεξεργασίας των δεδομένων με μεθόδους
Επεξεργασίας Φυσικής Γλώσσας. Στη συνέχεια, θα εφαρμοστεί η μέθοδος LDA για την μοντελοποίηση
του κειμένου και την εξαγωγή συμπερασμάτων σχετικά με τις θεματικές τους. Στην πορεία θα
εκπαιδευτούν και θα αξιολογηθούν αλγόριθμοι μηχανικής μάθησης που θα χρησιμοποιηθούν για την
ταξινόμηση των δημοσιεύσεων ανάλογα με τη θεματική τους. Τέλος, θα γίνει μία εφαρμογή του μοντέλου
σε δεδομένα από τις πυρκαγιές που ξέσπασαν στην Τουρκία την ίδια χρονική περίοδο.

Λέξεις Κλειδιά

Μηχανική Μάθηση, Διαχείριση Καταστροφών, Διαχείριση Καταστάσεων Έκτακτης Ανάγκης,
Ταξινόμηση, Εύβοια, Πυρκαγιά, Ανάλυση Δεδομένων, Επεξεργασία Φυσικής Γλώσσας, Twitter, Μέσα
Κοινωνικής Δικτύωσης
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Abstract

Social media nowadays play a significant role in the lives of many people across the globe. Due to the
immediacy and the easy access they offer to their users, each day a vast amount of data is collected which
could be analyzed in order to lead to interesting results. Twitter is a platform that is developing radically
when it comes to its users and the data they are producing, when at the same time it provides easy access
to these data for developers and researchers.This is the reason why modern researchers see high value in
its investigation and utilization. Data in Twitter are being produced at high speed. This makes Twitter a
useful source of information to be used in response to emergencies, such as natural disasters, which yearly
affect the lives of thousands of people. The analysis of the given thesis primarily focuses on the topic
detection of tweets, more specifically of data collected from Twitter related to the fire that happened in
Euboea during the summer of 2021. First of all, the process of collecting and processing the data with
Natural Language Processing techniques is going to be presented. Then, a topic modeling method, LDA,
is going to be used in order to extract the needed information about the topic of each tweet. The next step
will be to train and evaluate machine learning algorithms for the classification of tweets according to their
topic. Lastly, there will be an application of the model to a similar disaster, more precisely the fires that
happened in Turkey during the same time period.

Key Words

Machine Learning, Disaster Management, Emergency Management, Classification, Euboea, Wildfire,
Data Analysis, Natural Language Processing, Twitter, Social Media
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1. Εισαγωγή

1.1 Αντικείμενο Εργασίας
Η συγκεκριμένη εργασία επικεντρώνεται στην ανάλυση δεδομένων από το Twitter σχετικών με την
πυρκαγιά που ξέσπασε στην Εύβοια τον Αύγουστο του 2021. Σκοπός αυτής της ανάλυσης είναι η
εξαγωγή συμπερασμάτων σχετικά με τις θεματικές που επικρατούν στα δεδομένα για κάθε ημέρα της
καταστροφής.
Πιο συγκεκριμένα, μετά τη συλλογή των δεδομένων γίνεται απομόνωση των χρήσιμων και σχετικών
πληροφοριών, ενώ στην πορεία εφαρμόζεται μία σειρά από τεχνικές Επεξεργασίας Φυσικής Γλώσσας για
την προετοιμασία των δεδομένων. Στη συνέχεια εφαρμόζονται επίσης τεχνικές μοντελοποίησης κειμένου
για την εξαγωγή πληροφοριών σχετικά με τις θεματικές των tweets και στην πορεία εκπαιδεύονται και
αξιολογούνται αλγόριθμοι μηχανικής μάθησης για την ταξινόμηση των δεδομένων. Τέλος, γίνεται
αντίστοιχη ανάλυση, αυτή τη φορά στα συνολικά δεδομένα για τις πολλαπλές πυρκαγιές που ξέσπασαν
στην Τουρκία την ίδια χρονική περίοδο.

1.2 Οργάνωση Κειμένου
Η συγκεκριμένη εργασία είναι δομημένη ως εξής:

Στην πρώτη ενότητα γίνεται μία σύντομη περίληψη της διαδικασίας που θα ακολουθηθεί στα επόμενα
κεφάλαια, ενώ συνοψίζονται βασικές πληροφορίες σχετικά με τα μέσα που θα χρησιμοποιηθούν (Twitter)
και την καταστροφή που θα αναλυθεί (Η φωτιά στην Εύβοια).

Στην ενότητα 2 γίνεται η ανάλυση του θεωρητικού υποβάθρου αλλά και της συναφής βιβλιογραφίας
πάνω στα οποία βασίστηκε η συγκεκριμένη εργασία. Πιο συγκεκριμένα, αρχικά γίνεται ο ορισμός
κάποιων βασικών εννοιών σχετικών με τη μηχανική μάθηση, ενώ στην πορεία αναλύονται οι αλγόριθμοι
μηχανικής μάθησης που θα χρησιμοποιηθούν για την ταξινόμηση των tweets, οι τεχνικές επεξεργασίας
φυσικής γλώσσας που θα χρησιμοποιηθούν για την επεξεργασία δεδομένων, οι μέθοδοι και οι μετρικές
αξιολόγησης των αλγορίθμων. Τέλος παρουσιάζεται συνοπτικά η δουλειά διαφόρων επιστημόνων
σχετικά με την ανάλυση δεδομένων από φυσικές καταστροφές και μέσα κοινωνικής δικτύωσης.

Στην ενότητα 3 παρουσιάζεται το τεχνικό υπόβαθρο με βάση το οποίο έγινε η συγκεκριμένη ανάλυση.
Αναλυτικότερα, γίνεται παρουσίαση της Python ως η βασική γλώσσα που χρησιμοποιήθηκε για τη
συγκεκριμένη ανάλυση ενώ στην πορεία παρουσιάζονται όλες οι βιβλιοθήκες που βοήθησαν στην πιο
ομαλή διεξαγωγή της συγκεκριμένης ανάλυσης. Τέλος, γίνεται μία επεξήγηση των αρχείων .CSV ως
μορφή των αρχείων όπου αποθηκεύτηκαν τα δεδομένα.

Στην ενότητα 4 γίνεται μία πιο λεπτομερής περιγραφή του Twitter ως μέσο κοινωνικής δικτύωσης,
ειδικότερα σχετικά με τους τρόπους που καθιστούν εφικτή την πρόσβαση στα δεδομένα του, ενώ
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αναλύεται και η τεχνική που χρησιμοποιήθηκε στη συγκεκριμένη εργασία, δηλαδή το Web Scraping
μέσω της βιβλιοθήκης Snscrape της Python.

Στην ενότητα 5 γίνεται ο ορισμός του προβλήματος, όπου παρουσιάζονται συνοπτικά και ορισμένες
δυσκολίες που χρειάστηκε να αντιμετωπιστούν για τη διεξαγωγή της συγκεκριμένης ανάλυσης και τελικά
παρουσιάζεται η προτεινόμενη προσέγγιση για την αντιμετώπιση του προβλήματος.

Στην ενότητα 6 παρουσιάζεται όλη η διαδικασία της συλλογής των δεδομένων καθώς και όλες οι τεχνικές
Επεξεργασίας Φυσικής Γλώσσας που εφαρμόστηκαν για την προεπεξεργασία τους και την
ελαχιστοποίηση του θορύβου. Επίσης, αναλύεται η διαδικασία που επιλέχθηκε για την μοντελοποίηση
του κειμένου, δηλαδή η μέθοδος Latent Dirichlet Allocation (LDA) τόσο με την τεχνική Bag-of-Words
(BoW) όσο και με την τεχνική Term Frequency-Inverse Document Frequency (TF-IDF). Τέλος,
παρουσιάζεται η τελική μορφή των δεδομένων.

Στην ενότητα 7 γίνεται αναλυτική παρουσίαση των αποτελεσμάτων των πειραμάτων, τα οποία χωρίζονται
σε 4 μέρη.
Αρχικά, γίνεται δυαδική ταξινόμηση για τα tweets που δημοσιοποιήθηκαν τη χρονική περίοδο
Σεπτέμβριος 2021 - Δεκέμβριος 2021, παρουσιάζονται τα αποτελέσματα και αφαιρούνται τα tweets τα
οποία δεν ταξινομήθηκαν ως σχετικά με την καταστροφή.
Στη συνέχεια γίνεται η εφαρμογή της μεθόδου LDA σε κάθε dataset και για κάθε ένα από αυτά
παρουσιάζεται ο ορισμός των topics και η κατανομή τους στο σύνολο δεδομένων, ενώ ταυτόχρονα
αναφέρονται κάποιες βασικές πληροφορίες για την εκάστοτε ημέρα της καταστροφής και τις λέξεις που
εμφανίζονται στο dataset. Στο τέλος της ενότητας, υπάρχει και η συνοπτική παρουσίαση των
αποτελεσμάτων.
Στην πορεία, με βάση τα παραπάνω topics γίνεται η εκπαίδευση των αλγορίθμων μηχανικής μάθησης για
κάθε ημέρα της καταστροφής, ενώ στο τέλος και αυτής της παραγράφου υπάρχει η σύνοψη των
αποτελεσμάτων.
Τέλος, παρουσιάζεται η ίδια συνολική διαδικασία σε δεδομένα σχετικά με τις πυρκαγιές που ξέσπασαν
στην Τουρκία την ίδια χρονική περίοδο και γίνεται συνοπτική παρουσίαση των αποτελεσμάτων

Στην ενότητα 8 παρουσιάζονται τα συμπεράσματα που προκύπτουν από την ολοκληρωμένη ανάλυση ενώ
γίνεται και η ανάλυση των μελλοντικών επεκτάσεων που θα μπορούσαν να βελτιώσουν και να εξελίξουν
την συγκεκριμένη μελέτη.

1.3 Twitter

Το Twitter είναι ένα μέσο κοινωνικής δικτύωσης που ξεκίνησε από το San Francisco το 2006 και σήμερα,
σύμφωνα με έρευνα του Statista που πραγματοποιήθηκε τον Ιανουάριο του 2022, μετράει πάνω από 436
εκατομμύρια ενεργούς χρήστες μηνιαία.
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Πρόκειται για μία micro-blogging πλατφόρμα η οποία επιτρέπει στους χρήστες της να δημοσιοποιούν
σύντομα μηνύματα μήκους έως 280 χαρακτήρες, γνωστά ως tweets.
Τα tweets συνήθως περιέχουν κάποια πληροφορία με τη μορφή κειμένου, εικόνας, GIF ή/και βίντεο.

Εκτός από αυτά, ένα tweet μπορεί να περιέχει hashtags, mentions ή δημοσκοπήσεις. Το hashtag
πρόκειται για μία λέξη ή έκφραση η οποία γράφεται χωρίς κενά και ξεκινάει με το σύμβολο “#”. Συνήθως
χρησιμοποιείται για να αναδείξει κάποιες λέξεις κλειδιά, ενώ όταν χρησιμοποιείται σε κάποιο Tweet τότε
αυτό ομαδοποιείται με όλα τα υπόλοιπα Tweets που το περιέχουν, προσδιορίζοντας έτσι πολλές φορές το
θέμα του Tweet.
Η αναφορά (Mention) πρόκειται για την αναφορά κάποιου άλλου χρήστη του Twitter. Πραγματοποιείται
με το σύμβολο “@” και ακολουθεί χωρίς κενό το Όνομα Χρήστη (username).

Τα Tweets που δημοσιοποιούνται εμφανίζονται στο προφίλ του κάθε χρήστη καθώς και στην αρχική
σελίδα (timeline) των χρηστών που τον ακολουθούν. Οι χρήστες εκτός από την δημοσιοποίηση της
πληροφορίας έχουν τη δυνατότητα να ακολουθήσουν άλλους χρήστες, έτσι ώστε να παρακολουθούν στην
αρχική τους σελίδα τα tweets των χρηστών που ακολουθούν, να απαντήσουν σε άλλα Tweets αλλά και να
τα κοινοποιήσουν και στο δικό τους προφίλ (Retweet).

Ένα άλλο χαρακτηριστικό των Tweets είναι ότι είναι δημόσια και ο καθένας μπορεί να αναζητήσει και να
έχει πρόσβαση ακόμη και στην πληροφορία των χρηστών που δεν ακολουθεί, ενώ αν το επιθυμεί έχει τη
δυνατότητα να κάνει αναζήτηση με κάποιες λέξεις κλειδιά ώστε να βρει τα tweets που τις περιέχουν.

Τέλος, με βάση τα Hashtags που χρησιμοποιούνται ανά χώρα, μπορεί κανείς να δει τις τάσεις (trends),
δηλαδή τα θέματα που αναφέρονται περισσότερο.

1.3.1 Χρησιμότητα του Twitter για ανάλυση δεδομένων

Τα μέσα κοινωνικής δικτύωσης γίνονται ολοένα και περισσότερο αναπόσπαστο κομμάτι της σύγχρονης
κοινωνίας. Εκατομμύρια χρήστες τα χρησιμοποιούν καθημερινά ώστε να εκφράσουν τις σκέψεις τους, να
μοιραστούν πληροφορίες και να συζητήσουν. Έχει γίνει πλέον εμφανές πως οι χρήστες του διαδικτύου
έχουν εγκαταλείψει σε μεγάλο βαθμό τους πιο “παραδοσιακούς” τρόπους διαδικτυακής επικοινωνίας,
όπως το ηλεκτρονικό ταχυδρομείο, και έχουν στραφεί στο “micro-blogging” (Pak & Paroubek, 2010).
Οι microblogging πλατφόρμες, επιτρέπουν στους χρήστες να μοιραστούν τις απόψεις τους για ποικίλα
θέματα, δίνοντας με αυτόν τον τρόπο πρόσβαση σε μία πηγή με πολλά δεδομένα για την κοινή γνώμη.
Πιο συγκεκριμένα, σύμφωνα με το InternetLiveStats1 (2022) κάθε δευτερόλεπτο δημοσιεύονται περίπου
10.000 Tweets, γεγονός που σημαίνει ότι καθημερινά παράγεται μεγάλος όγκος πληροφορίας και
δεδομένων.
Παράλληλα, οι χρήστες που παράγουν αυτή την πληροφορία μπορεί να είναι δημόσια ή πολιτικά
πρόσωπα διαφορετικών επιπέδων, εκπρόσωποι εταιρειών, ή και απλοί χρήστες που προέρχονται από

1 https://www.internetlivestats.com/one-second/#tweets-band
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πολλές διαφορετικές χώρες και έχουν διαφορετικές ηλικίες. Αυτό βοηθάει στη συλλογή δεδομένων από
χρήστες με πολλά διαφορετικά υπόβαθρα, δίνοντας έτσι σημαντική ποικιλία στην πληροφορία.
Τέλος, μπορεί κανείς εύκολα να αποκτήσει πρόσβαση στα δεδομένα του Twitter, καθώς το Twitter
παρέχει δωρεάν πρόσβαση στο API του, όπως θα αναλυθεί και εκτενέστερα στην επόμενη παράγραφο
“1.3.2 Πρόσβαση σε δεδομένα του Twitter”.

Ταυτόχρονα, βέβαια, υπάρχουν κάποια χαρακτηριστικά που καθιστούν την ανάλυση δεδομένων από το
Twitter απαιτητική.
Αρχικά, το γεγονός ότι στο Twitter υπάρχει ο περιορισμός στους χαρακτήρες οδηγεί τους χρήστες να
χρησιμοποιούν πολλές συντομογραφίες οι οποίες είναι δύσκολο να αναλυθούν.
Εκτός αυτού, καθώς είναι σύνηθες το Twitter να χρησιμοποιείται από κινητά τηλέφωνα στα οποία
υπάρχει η λειτουργία αυτόματης διόρθωσης, είναι πιθανό πολλές λέξεις να είναι λανθασμένες με
συνέπεια να αλλοιώνεται η επιθυμητή πληροφορία από το Tweet. Ταυτόχρονα, αφού το Twitter είναι ένα
μέσο ανεπίσημης επικοινωνίας (αφού ο καθένας μπορεί να δημοσιοποιήσει Tweets όποτε θέλει)
χρησιμοποιούνται λέξεις και εκφράσεις της καθομιλουμένης, οι οποίες είναι δύσκολο να αναλυθούν
καθώς και πολλά emojis.
Τέλος, καθώς ο κάθε χρήστης έχει την ευκολία να κάνει δημοσιεύσεις σχετικά με οποιοδήποτε θέμα,
όποτε το θελήσει, δημιουργείται μία τεράστια ποικιλία από θέματα. Γεγονός που προσδίδει μία επιπλέον
δυσκολία στην εύρεση και την απομόνωση της πληροφορίας που είναι χρήσιμη (Kouloumbis et. al,
2021)

1.3.2 Πρόσβαση σε δεδομένα του Twitter

1.3.2.1 Μέσω του δημόσιου API του Twitter

Ένα Application Programming Interface (API ή Διεπαφή Προγραμματισμού Εφαρμογών) είναι ένα
σύνολο εντολών, συναρτήσεων, πρωτοκόλλων και αντικειμένων που επιτρέπει στους προγραμματιστές
να δημιουργήσουν λογισμικό ή να αλληλεπιδράσουν με ένα εξωτερικό σύστημα (Christensson, 2016). Το
API ορίζεται από το λειτουργικό σύστημα μιας συσκευής ή ένα πρόγραμμα εφαρμογής στο οποίο ένας
αιτών (άλλη συσκευή ή χρήστης πελάτης) μπορεί να υποβάλει αιτήματα αναμένοντας απαντήσεις.
Τα API διευκολύνουν την αλληλεπίδραση μεταξύ διαφορετικών προγραμμάτων και την πρόσβαση στις
υπηρεσίες τους. Οι προγραμματιστές μπορούν να δημιουργήσουν νέες κλάσεις ή να επεκτείνουν τις
υπάρχουσες για να προσθέσουν νέες δυνατότητες ή λειτουργίες. Ένα API πελάτη (client API) καλείται
μέσω ενός τερματικού σημείου, το οποίο είναι ένα στοιχείο που “ακούει” όταν γίνεται ένα αίτημα από
την πλευρά του πελάτη στην πλευρά του διακομιστή μέσω HTTP, αναμένοντας να επιστραφεί μια
απάντηση (Dongo et. al, 2020).

Σχετικά με τα κοινωνικά δίκτυα, πολλά από αυτά δεν προσφέρουν API για πρόσβαση στις διαθέσιμες
πληροφορίες, για διάφορους λόγους (Mitchell, 2015) όπως:
(i) τα δεδομένα που αναζητούνται είναι μικρά ή ασυνήθιστα
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(ii) η πηγή δεν έχει την υποδομή ή την τεχνική ικανότητα να δημιουργήσει ένα API
(iii) τα δεδομένα είναι πολύτιμα ή προστατευμένα και δεν προορίζονται να διαδοθούν ευρέως
(iv) ακόμη και όταν υπάρχει ένα API, ενδέχεται να υπάρχουν όρια όγκου αιτημάτων και ρυθμών.

Ενώ σύμφωνα με Dongo et. al (2019) μπορεί να υπάρχουν και άλλοι περιορισμοί, όπως:
(i) οι τύποι και η μορφή των δεδομένων που παρέχει να είναι ανεπαρκείς για να αναλυθούν
(ii) υπάρχουν άλλοι περιορισμοί στο API που περιλαμβάνουν την απόρριψη της πρόσβασης.
(iii) οι νόμοι περί προστασίας δεδομένων που σχετίζονται με το απόρρητο και οι περισσότεροι Όροι
Παροχής Υπηρεσιών περιορίζουν την πρόσβασή τους στα δεδομένα.

Ωστόσο, το API του Twitter είναι εύκολα προσβάσιμο συγκριτικά με άλλες πλατφόρμες. Έγινε δημόσια
διαθέσιμο μετά από 2 μήνες από την ίδρυση του Twitter και από την αρχή θεωρήθηκε από τις πιο
σημαντικές υπηρεσίες της εταιρείας σύμφωνα με τον συνιδρυτή Biz Stone (2009). Ενώ, σύμφωνα με
στατιστικά που δημοσιοποιήθηκαν από την εταιρεία το 2010, το 75% της κίνησης στην πλατφόρμα τους
προέρχεται από τα APIs.

Το Twitter API επιτρέπει την πρόσβαση σε δεδομένα του Twitter με διάφορους τρόπους. Μπορει να
χρησιμοποιηθεί για την αποθήκευση, την ανάλυση και την αλληλεπίδραση με τα Tweets. Ενώ παρέχει και
τη δυνατότητα πρόσβασης σε δεδομένα σχετικά με τα προφίλ των χρηστών. Υπάρχουν διαφορετικά
Twitter APIs τα οποία μπορούν να χρησιμοποιηθούν από διαφορετικές πηγές (όπως εταιρείες, ερευνητές,
προγραμματιστές κλπ) για διαφορετικά έργα (όπως ανάλυση δεδομένων, δημιουργία bots, δημιουργία
άλλων αυτόματων συστημάτων κλπ).

Για να αποκτήσει κανείς πρόσβαση στο API του Twitter πρέπει να δημιουργήσει ένα Developer Account,
ώστε να αποκτήσει τα κλειδιά και τους κωδικούς που απαιτούνται για την πρόσβαση στα δεδομένα. Ενώ
αξίζει να αναφερθεί πως υπάρχουν διαφορετικά επίπεδα πρόσβασης, με διαφορετικούς περιορισμούς τα
οποία θα αναλυθούν στην ενότητα “4.2 Twitter API - Tweepy”.

1.3.2.2 Ιστοσυγκομιδή (Web Scraping)

Η ιστοσυγκομιδή (Web Scraping) δεδομένων μπορεί να οριστεί ως η διαδικασία εξαγωγής και
συνδυασμού περιεχομένων από τον ιστό με συστηματικό τρόπο. Σε μια τέτοια διαδικασία, ένας
πράκτορας λογισμικού, ένα ρομπότ, ή ένα script, μιμείται την αλληλεπίδραση περιήγησης μεταξύ των
web servers και του ανθρώπου σε έναν συμβατικό ιστό διάβαση (web traversal).
Βήμα προς βήμα, το ρομπότ/script αποκτά πρόσβαση σε όσες ιστοσελίδες χρειαστεί και αναλύει τα
περιεχόμενα για να βρει και να εξάγει τα δεδομένα, τα οποία στη συνέχεια δομεί όπως είναι επιθυμητό
(Glez-Peña, 2013). Τα web scrapers είναι χρήσιμα για τη γρήγορη ανάκτηση και επεξεργασία πολλών
δεδομένων από κάποιο συγκεκριμένο ιστότοπο. Έτσι, εάν τα δεδομένα εμφανίζονται σε κάποιο
πρόγραμμα περιήγησης, μπορούν να είναι προσβάσιμα για εξαγωγή
από κάποιο ρομπότ/script με σκοπό την αποθήκευση, ανάλυση και χρήση τους στο μέλλον (Mitchell,
2015).
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Τα Web Scrappers, αποσκοπούν σε συγκεκριμένους στόχους ανάκτησης όπως περιγράφεται παρακάτω
(Glez-Peña, 2013):

● Πρόσβαση στον ιστότοπο: Το scraper δεδομένων Ιστού δημιουργεί επικοινωνία με τον
ιστότοπο-στόχο μέσω του πρωτοκόλλου HTTP (ενός πρωτοκόλλου Διαδικτύου που βασίζεται σε
κείμενο που συντονίζει τις συναλλαγές αιτήματος-απόκρισης μεταξύ ενός πελάτη (συνήθως ενός
προγράμματος περιήγησης Ιστού - Web Browser) και ενός διακομιστή Ιστού (Web Server)

● Ανάλυση HTML και εξαγωγή περιεχομένων: Μόλις ανακτηθεί το έγγραφο HTML, το scraper
δεδομένων Ιστού μπορεί να εξάγει τα επιθυμητά περιεχόμενα. Για το σκοπό αυτό, η αντιστοίχιση
κανονικών εκφράσεων, μόνη ή σε συνδυασμό με πρόσθετη λογική, υιοθετείται ευρέως.

● Δόμηση εξόδου: Ο κύριος στόχος είναι να μετατρέψει τα εξαγόμενα περιεχόμενα σε μια
δομημένη αναπαράσταση που είναι κατάλληλη για περαιτέρω ανάλυση και αποθήκευση. Παρόλο
που αυτό το τελικό βήμα δε θεωρείται τόσο σημαντικό για το Web Scraping, ορισμένα εργαλεία
γνωρίζουν για τη μετα-επεξεργασία των αποτελεσμάτων, παρέχοντας δομές δεδομένων στη
μνήμη και λύσεις που βασίζονται σε κείμενο, όπως συμβολοσειρές ή αρχεία (CSS, XML).

Το Web Scraping μπορεί να χρησιμοποιηθεί με πολλούς διαφορετικούς τρόπους από πολλούς
διαφορετικούς τομείς (όπως σε μηχανές αναζήτησης εργασίας, άλλα συστήματα συστάσεων, στο χώρο
της διαφήμισης για τη συλλογή δεδομένων χρηστών, στο χώρο της δημοσιογραφίας για τη συλλογή
χρήσιμων άρθρων και πληροφοριών κα) (Diouf et. al, 2019). Ενώ ταυτόχρονα, είναι ένας εύκολος και
γρήγορος τρόπος να αποκτήσει κανείς μία ποικιλία από χρήσιμα δεδομένα. Παρόλα αυτά, υπάρχουν
κάποιοι περιορισμοί, οι οποίοι περιγράφονται παρακάτω:
(i) Η ταχύτητα δικτύου, καθώς επηρεάζει το πότε και πώς εμφανίζονται τα δεδομένα.
(ii) οι συχνές αλλαγές της μορφής των ιστοσελίδων, που είναι πιθανό να απαιτούν την προσαρμογή των
Web Scrappers.
(iii) το web scraping δημιουργείται για συγκεκριμένο ιστότοπο και δεν συμμορφώνεται με αλλαγές στην
πηγή HTML (Glez-Peña, 2013). Σε περίπτωση που συμβεί αυτό το script του scraper πρέπει να
ενημερωθεί και να προσαρμοστεί τη νέα μορφή ή διάταξη των δεδομένων.
(iv) Η συντήρηση του web scraping είναι κρίσιμη και είναι πιθανόν να είναι χρονοβόρα.
(v) Οι προγραμματιστές web scraping θα πρέπει να λάβουν υπόψη τους νομικά και ζητήματα πολιτικής
σχετικά με τις πληροφορίες που εξάγουν για την αποτροπή παραβίασης πνευματικών δικαιωμάτων.

Για να αποκτήσει κανείς πρόσβαση σε δεδομένα του Twitter με την τεχνική web scraping, διατίθενται
διαφορετικές επιλογές όπως περιγράφονται παρακάτω:

● GetOldTweets3: Το Twitter έχει αφαιρέσει το τερματικό σημείο το οποίο χρησιμοποιούσε το
GetIOldTweets3, επομένως πλέον δεν μπορεί να χρησιμοποιηθεί. Ωστόσο, παλαιότερα ήταν μία
από τις πιο διάσημες επιλογές για web scraping δεδομένων από το Twitter. Για αυτό το λόγο,
υπάρχουν πολλά χρήσιμα έργα που έχουν χρησιμοποιήσει αυτή τη βιβλιοθήκη. Παρ’όλα αυτά
από τις 27 Νοεμβρίου του 2019 δεν έχει γίνει κάποια νεότερη ενημέρωση της βιβλιοθήκης ώστε
να συμβαδίζει με τις ενημερώσεις του API του Twitter.
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● Snscrape: Το SnScrape είναι ένα δωρεάν scraper για υπηρεσίες κοινωνικής δικτύωσης, χωρίς
περιορισμούς σχετικά με το μέγεθος των δεδομένων που μπορεί κανείς να κατεβάσει και χωρίς
να απαιτεί τη δημιουργία “Twitter Developer Account”. Παρέχει πρόσβαση σε δεδομένα όπως
hashtags, αναζητήσεις, προφίλ χρηστών, περιεχόμενα δημοσιεύσεων κα, ενώ υποστηρίζει τις εξής
πλατφόρμες: Facebook, Instagram, Mastodon, Reddit, Telegram, Twitter, VKontakte, Weibo
(Sina Weibo). Συγκεκριμένα για το Twitter, παρέχει πρόσβαση σε δεδομένα όπως: χρήστες,
προφίλ χρηστών, hashtags, αναζητήσεις, tweets (με ή χωρίς τα σχόλια), λίστες από δημοσιεύσεις
και τις τάσεις (trends).

1.3.2.3 Άλλοι τρόποι
Τέλος, υπάρχουν ακόμη κάποιες επιλογές που επιτρέπουν την πρόσβαση σε δεδομένα από το Twitter,
όπως:
(i) Η εύρεση κάποιου δημόσια διαθέσιμου dataset
(ii) Η αγορά κάποιου dataset από το Twitter, μέσω του Historical PowerTrack API
(iii) Η αγορά κάποιου dataset από πάροχο υπηρεσιών του Twitter

Στην παρούσα διπλωματική, η πρόσβαση στα δεδομένα πραγματοποιήθηκε μέσω της μεθόδου Web
Scraping και πιο συγκεκριμένα με τη βοήθεια της βιβλιοθήκης snscrape της Python. Η βιβλιοθήκη θα
παρουσιαστεί εκτενέστερα στο κεφάλαιο “3. Τεχνικό Υπόβαθρο” στην ενότητα “3.1 Python &
Βιβλιοθήκες” ενώ η διαδικασία θα αναλυθεί στην ενότητα “4.3 Snscrape”.

1.4 Η φωτιά στην Εύβοια
Στην Ελλάδα το καλοκαίρι του 2021 (και πιο συγκεκριμένα τον Αύγουστο του 2021) ξέσπασαν
πολλαπλές πυρκαγιές, μετά από έναν ιστορικό καύσωνα για τη χώρα με τις υψηλότερες θερμοκρασίας να
φτάνουν τους 47.1°C2, σύμφωνα με το δίκτυο αυτόματων μετεωρολογικών σταθμών του Εθνικού
Αστεροσκοπείου Αθηνών. Κατά τη διάρκεια αυτών των καταστροφών 3 άνθρωποι έχασαν τη ζωή τους,
τουλάχιστον 20 τραυματίστηκαν ενώ κάηκαν δεκάδες σπίτια. Η καταστροφή αυτή υπολογίζεται πως είναι

η μεγαλύτερη που συνέβη στην Ελλάδα από το 2007, καίγοντας 1250 ενώ από πυρκαγιές που είχαν 𝑘𝑚2

ξεσπάσει το 2007 είχαν καεί εκτάσεις 2700 .𝑘𝑚2

Η μεγαλύτερη καταστροφή συνέβη στην Εύβοια όπου κάηκαν τα 500 εκ των 1250 όλης της𝑘𝑚2  𝑘𝑚2

καταστροφής και πάνω από 2000 άνθρωποι χρειάστηκε να φύγουν από τον τόπο τους προκειμένου να
εκκενώσουν τον χώρο.
Σύμφωνα με την εταιρεία ΥΛΗ – Διαχείριση και Προστασία Περιβάλλοντος η ακριβής συνολική έκταση

της πυρκαγιάς στην Εύβοια ανέρχεται στα 512.031.540 εκ των οποίων τα 322.188.920 βρίσκονται𝑚2 𝑚2

2 Πηγή: https://www.meteo.gr/article_view.cfm?entryID=1855
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στο δήμο Λίμνης, Μαντουδίου, Αγίας Άννας (ποσοστό 63%) και τα 189.842.610 στο δήμο Ιστιαίας𝑚2

Αιδηψού (ποσοστό 37%).
Σύμφωνα με την ίδια έρευνα, υπολογίζεται πως   στον Δήμο Λίμνης, Μαντουδίου, Αγίας Άννας
επηρεάστηκαν από την καταστροφή 18 Τοπικές Κοινότητες εκ των οποίων έχει καεί το 77,11% (κατά
μέσο όρο) της συνολικής τους έκτασης και στον Δήμο Ιστιαίας, Αιδηψού επίσης 18 Τοπικές Κοινότητες,
εκ των οποίων έχει καεί το 62,31% (κατά μέσο όρο) της συνολικής τους έκτασης. Αξιοσημείωτο είναι ότι
σε αρκετές Τοπικές Κοινότητες το ποσοστό της έκτασης τους που έχει καεί ξεπερνά το 80% και φτάνει
έως και το 100%.

Παρακάτω φαίνεται η συνολική έκταση της καταστροφής ανά κοινότητα ανά δήμο:

Πίνακας 1: Ποσοστά καμένης επί συνολικής έκτασης ανά κοινότητα στο Δήμο Λίμνης, Μαντουδίου, Αγίας Άννας3

3 Πηγή: Εταιρεία ΥΛΗ – Διαχείριση και Προστασία Περιβάλλοντος, 2021
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Πίνακας 2: Ποσοστά καμένης επί συνολικής έκτασης ανά κοινότητα στο Δήμο Ιστιαίας Αιδηψού.4

Σχετικά με το πλήθος των ατόμων που επηρεάστηκαν από την συγκεκριμένη καταστροφή, είναι
σημαντικό να αναφερθεί πως σύμφωνα με τον απολογισμό του 2011, ο πληθυσμός του δήμου Λίμνης,
Μαντουδίου, Αγίας Άννας ανέρχεται στους 12.045 ανθρώπους ενώ τους δήμου Ιστιαίας Αιδηψού στους
21.083 ανθρώπους.

Τέλος, αξίζει να αναφερθεί πως σύμφωνα με τον αναρτημένο Δασικό Χάρτη της Διεύθυνσης Δασών Π.Ε.

Εύβοιας “το σύνολο των δασών και δασικών εκτάσεων που έχουν καεί, ανέρχεται σε 379.392.820 και𝑚2

αποτελούν το 74,1% της συνολικής καείσας έκτασης. Από την συνολική έκταση των δασών και δασικών

εκτάσεων τα 232.897.760 βρίσκονται εντός του Δήμου Λίμνης – Μαντουδίου – Αγίας Άννας𝑚2

(ποσοστό 62,31%) και τα 146.495,05 στον Δήμο Ιστιαίας Αιδηψού (ποσοστό 38,61%)”.

4 Πηγή: Εταιρεία ΥΛΗ – Διαχείριση και Προστασία Περιβάλλοντος, 2021
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Παρακάτω φαίνεται αναλυτικά η καείσα δασική έκταση ανά κοινότητα ανά δήμο:

Πίνακας 3: Εκτάσεις καμμένων δασών και δασικών εκτάσεων Δήμου Λίμνης, Μαντουδίου, Αγίας Άννας. 5

5 Πηγή: Εταιρεία ΥΛΗ – Διαχείριση και Προστασία Περιβάλλοντος, 2021
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Πίνακας 4:  Εκτάσεις καμμένων δασών και δασικών εκτάσεων Δήμου Ιστιαίας - Αιδηψού6

Μελετώντας κανείς τα παραπάνω δεδομένα καταλαβαίνει πως πρόκειται για μία καταστροφή μεγάλης
έκτασης για τα δεδομένα της Ελλάδας, η οποία είχε καταστροφικές επιπτώσεις στις τοπικές κοινότητες.
Θεωρούμε, λοιπόν, πως αξίζει να αναλυθεί η αντίδραση και οι σκέψεις των ανθρώπων που επηρεάστηκαν
από μία τέτοια καταστροφή, όπως εκφράζονται από τους ίδιους μέσα από τα μέσα κοινωνικής δικτύωσης.

6 Πηγή: Εταιρεία ΥΛΗ – Διαχείριση και Προστασία Περιβάλλοντος, 2021
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2. Θεωρητικό Υπόβαθρο & Συναφής Βιβλιογραφία

2.1 Εισαγωγή
Η Μηχανική Μάθηση (Machine Learning) μπορεί να οριστεί σε ένα γενικό πλαίσιο ως ένα σύνολο
υπολογιστικών μεθόδων που χρησιμοποιούν την εμπειρία (ή αλλιώς τα δεδομένα) ώστε να βελτιώσουν
την απόδοση τους ή να κάνουν προβλέψεις (Mohri et. al, 2018). Βασίζεται στην ιδέα ότι σε ένα σύνολο
δεδομένων μπορούν να εντοπιστούν ορισμένα μοτίβα, τα οποία μπορούν να βοηθήσουν στην κατανόηση
μιας διαδικασίας, ή να χρησιμοποιηθούν για να γίνουν προβλέψεις, υποθέτοντας ότι το μέλλον δεν θα
είναι πολύ διαφορετικό από το παρελθόν (Alpaydin, 2014).

Η Μηχανική Μάθηση είναι, επίσης, ένα κομμάτι της Τεχνητής Νοημοσύνης, αφού για να “αποκτήσει
νοημοσύνη” ένα σύστημα που αλλάζει πρέπει να έχει την ικανότητα να μάθει. Εάν ένα σύστημα
μπορέσει να μάθει και να προσαρμόζεται στις αλλαγές τότε ο δημιουργός του συστήματος δεν χρειάζεται
να προβλέπει και να παρέχει λύσεις για όλες τις πιθανές καταστάσεις. Ταυτόχρονα, αφού η απόδοση και
κατά συνέπεια και η επιτυχία της εκπαίδευσης του αλγορίθμου σχετίζεται άμεσα με τα δεδομένα που
χρησιμοποιούνται, ο όρος της Μηχανικής Μάθησης σχετίζεται άμεσα με την ανάλυση δεδομένων και τη
στατιστική. Γενικότερα, οι τεχνικές εκμάθησης είναι μέθοδοι που βασίζονται σε δεδομένα και
συνδυάζουν τις βάσεις της πληροφορικής, της στατιστικής, των πιθανοτήτων και της βελτιστοποίησης.

Μέσω της Μηχανικής Μάθησης τα συστήματα εκπαιδεύονται για να βελτιστοποιήσουν την απόδοση
τους με βάση κάποιο κριτήριο, χρησιμοποιώντας δεδομένα ή την προηγούμενη τους εμπειρία. Ορίζεται
ένα μοντέλο με ορισμένες παραμέτρους και η εκμάθηση πραγματοποιείται όταν εκτελείται το πρόγραμμα
για την βελτιστοποίηση των παραμέτρων. Το μοντέλο αυτό, μπορεί να είναι προγνωστικό (δηλαδή να
κάνει προβλέψεις για το μέλλον), περιγραφικό (δηλαδή να εξάγει “γνώση” από τα δεδομένα), ή και τα
δύο.

2.2 Σενάρια μάθησης

Η μάθηση μπορεί να προκύψει με διαφορετικούς τρόπους, οι οποίοι μπορεί να διαφέρουν ως προς τον
τύπο των δεδομένων που θα έχει στη διάθεση της η Μηχανή, ως προς τη σειρά και τη μέθοδο με την
οποία παρουσιάζονται τα δεδομένα σε αυτή, καθώς και ως προς τα test-data που παρέχονται στην μηχανή
για την αξιολόγηση του αλγορίθμου.
Κάποια από τα πιο συνήθη σενάρια είναι τα παρακάτω:

● Supervised learning: Ο αλγόριθμος δέχεται ένα σύνολο από δεδομένα εκπαίδευσης (training
data) με ετικέτες και στη συνέχεια κάνει προβλέψεις για δεδομένα που δεν έχει εξετάσει στο
παρελθόν. Αυτό είναι πιθανότατα το πιο σύνηθες σενάριο και σχετίζεται με προβλήματα
ταξινόμησης, παλινδρόμησης και κατάταξης.
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● Unsupervised learning: Ο αλγόριθμος δέχεται μόνο δεδομένα εκπαίδευσης (training data) χωρίς
ετικέτες και κάνει προβλέψεις για δεδομένα που δεν έχει εξετάσει στο παρελθόν. Σε αυτή την
περίπτωση εφόσον δεν υπάρχει κάποιο παράδειγμα με ετικέτες, μπορεί να υπάρξουν δυσκολίες
στην ποσοτική αξιολόγηση της απόδοσης του αλγορίθμου. Το σενάριο αυτό, σχετίζεται με
προβλήματα ομαδοποίησης και μείωσης διαστάσεων.

● Semi-supervised learning: Ο αλγόριθμος δέχεται ένα σύνολο από δεδομένα εκπαίδευσης
(training data) το οποίο απαρτίζεται τόσο από δεδομένα με ετικέτες όσο και χωρίς και κάνει
προβλέψεις για δεδομένα που δεν έχει εξετάσει στο παρελθόν. Αυτό το σενάριο είναι σύνηθες σε
περιπτώσεις που η πρόσβαση σε δεδομένα χωρίς ετικέτες είναι εύκολη ενώ τις ετικέτες είναι
δύσκολο ή ακριβό να τις αποκτήσουμε. Υπάρχουν διάφοροι τύποι προβλημάτων που προκύπτουν
από εφαρμογές, συμπεριλαμβανομένων των ταξινόμηση, παλινδρόμηση ή κατάταξη. Η λογική
είναι ότι η κατανομή των δεδομένων χωρίς ετικέτες, στα οποία θα έχει πρόσβαση ο αλγόριθμος,
θα βοηθήσουν στην επίτευξη καλύτερης απόδοσης από το σενάριο του supervised learning. Οι
συνθήκες κάτω από τις οποίες το συγκεκριμένο σενάριο είναι αποδοτικό είναι ένα ζήτημα που
απασχολεί πολλές σύγχρονες έρευνες θεωρητικής και εφαρμοσμένης Μηχανικής Μάθησης.

● Transductive inference: Όμοια με το semi-supervised σενάριο, σε αυτή την περίπτωση ο
αλγόριθμος δέχεται ένα σύνολο από δεδομένα εκπαίδευσης (training data) το οποίο απαρτίζεται
τόσο από δεδομένα με ετικέτες όσο και χωρίς. Η διαφορά ωστόσο, είναι ότι το συγκεκριμένο
σενάριο σκοπεύει στην πρόβλεψη ετικετών μόνο για αυτά τα συγκεκριμένα δεδομένα. Η
περίπτωση αυτή φαίνεται να είναι ευκολότερη από την προηγούμενη και για αυτό
χρησιμοποιείται σε μία ποικιλία σύγχρονων εφαρμογών. Αντίστοιχα, όμως, με πριν οι υποθέσεις
σύμφωνα με τις οποίες η απόδοση μπορεί να βελτιωθεί είναι ερευνητικά ζητήματα που δεν έχουν
διαλευκανθεί πλήρως.

● On-line learning: Σε αντίθεση με τα προηγούμενα σενάρια, το συγκεκριμένο περιλαμβάνει
πολλαπλούς γύρους όπου οι training και test φάσεις είναι μπερδεμένες μεταξύ τους. Σε κάθε
γύρο, ο αλγόριθμος δέχεται ένα training point χωρίς ετικέτα, κάνει μία πρόβλεψη, λαμβάνει μία
ετικέτα και υφίσταται κάποια απώλεια. Ο στόχος σε αυτή την περίπτωση είναι η ελαχιστοποίηση
της αθροιστικής απώλειας από όλους τους γύρους ή η ελαχιστοποίηση του regret, το οποίο είναι
η διαφορά του αθροιστικής απώλειας και της απώλειας της καλύτερης πιθανής επιλογής.
Αντίθετα με τις προηγούμενες περιπτώσεις, σε αυτή δεν γίνεται κάποια υπόθεση για την
κατανομή, οι ετικέτες, όμως, μπορούν να επιλεχθούν ανταγωνιστικά εντός του σεναρίου.

● Reinforcement learning: Και σε αυτή την περίπτωση το συγκεκριμένο σενάριο περιλαμβάνει
πολλαπλούς γύρους όπου οι training και test φάσεις είναι μπερδεμένες μεταξύ τους. Για να
συλλέξει δεδομένα ο αλγόριθμος αλληλεπιδρά με το περιβάλλον και μερικές φορές το επηρεάζει,
τότε λαμβάνει μία άμεση επιβράβευση/ανταμοιβή για κάθε κίνηση. Ο σκοπός είναι η
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μεγιστοποίηση αυτής της επιβράβευσης/ανταμοιβής για κάποια σειρά κινήσεων και
επαναλήψεων αλληλεπίδρασης με το περιβάλλον. Η δυσκολία σε αυτήν την περίπτωση έγκειται
στο δίλημμα της εξερεύνησης εναντίων της εκμετάλλευσης των δεδομένων, καθώς το
περιβάλλον δεν προσφέρει μακροπρόθεσμη αναπληροφόρηση (feedback) και ο αλγόριθμος
πρέπει να αποφασίσει ανάμεσα στην εξερεύνηση άγνωστων δεδομένων για να λάβει περισσότερη
πληροφορία και στην εκμετάλλευση των δεδομένων που έχει ήδη στη διάθεση του.

● Active learning: Ο αλγόριθμος συλλέγει προσαρμοστικά ή διαδραστικά παραδείγματα
εκπαίδευσης, συνήθως “ρωτώντας” ‘ένα oracle για να ζητήσει ετικέτες για νέα δεδομένα. Ο
στόχος είναι να πετύχει απόδοση συγκρίσιμη με το σενάριο του standard supervised learning
διαθέτοντας λιγότερα παραδείγματα με ετικέτες.Όμοια με το semi-supervised learning και αυτό
το σενάριο χρησιμοποιείται σε περιπτώσεις όπου τις ετικέτες είναι ακριβό ή δύσκολο να τις
αποκτήσουμε.

Σε αυτή την διπλωματική εργασία χρησιμοποιείται κυρίως η επιβλεπόμενη μάθηση (supervised learning),
ενώ πιο συγκεκριμένα δοκιμάζονται αλγόριθμοι ταξινόμησης. Επίσης εξετάζονται τεχνικές Επεξεργασία
Φυσικής Γλώσσας (Natural Language Processing - NLP), ορισμένες από τις οποίες κατατάσσονται στο
unsupervised σενάριο. Όλα αυτά θα αναλυθούν εκτενώς και στη συνέχεια αυτού του κεφαλαίου.

2.3 Αλγόριθμοι Ταξινόμησης

Οι αλγόριθμοι ταξινόμησης (classification) είναι οι αλγόριθμοι που ταξινομούν ένα αντικείμενο σε μία
κλάση, πραγματοποιώντας προβλέψεις για μία ανεξάρτητη μεταβλητή με βάση μία εξαρτημένη
μεταβλητή (Alpaydin, 2014).
Σε αυτές τις περιπτώσεις σκοπός είναι να εκπαιδευτούν οι αλγόριθμοι ώστε να μάθουν (να προσεγγίσουν
τη συμπεριφορά) μιας συνάρτησης η οποία αντιστοιχίζει κάποια είσοδο σε μια από τις διαθέσιμες
κλάσεις, αφού έχει εξετάσει πολλά παραδείγματα εισόδου-εξόδου της συνάρτησης (Osinawo et. al, 2017).
Αυτό μπορεί να επιτευχθεί εφόσον ο αλγόριθμος ταξινόμησης λαμβάνει ως είσοδο ένα σύνολο
δεδομένων με ορισμένα χαρακτηριστικα (features) καθώς και την κατηγορία (target) στην οποία ανήκει η
κάθε παρατήρηση. Μετά από αυτή την ανάλυση ο αλγόριθμος είναι έτοιμος να κάνει προβλέψεις για
δεδομένα που δεν έχει εξετάσει στο παρελθόν.
Σε αυτή την διπλωματική εργασία έχουν χρησιμοποιηθεί πολλαπλοί διαφορετικοί αλγόριθμοι
ταξινόμησης, συγκεκριμένα: XGBoost, AdaBoost, Gradient Boosting Classifier, ταξινόμηση με τυχαία
δάση (Random Forest), ταξινόμηση με διανύσματα υποστήριξης (Support Vector Machines - SVM),
Multinomial Naive Bayes, Perceptrons, Λογιστική Παλινδρόμηση, Ταξινόμηση με Δέντρα Αποφάσεων
(Decision Trees), ταξινόμηση με Κ-Πλησιέστερους γείτονες (K-Nearest Neighbors - KNN). Όλοι οι
παραπάνω θα αναλυθούν εκτενώς στις επόμενες παραγράφους.

34



2.3.1 Λογιστική Παλινδρόμηση

Η Λογιστική Παλινδρόμηση (Logistic Regression) είναι ένα πιθανοτικό στατιστικό μοντέλο ταξινόμησης.
Με είσοδο ένα δείγμα, η έξοδος αυτού του αλγορίθμου είναι η πιθανότητα το δείγμα αυτό να είναι θετικό
ή αρνητικό (Feng et. al., 2014). Η Λογιστική Παλινδρόμηση προκειμένου να αξιοποιήσει τις πιθανοτικές
τιμές των παραμέτρων για να κάνει προβλέψεις, χρησιμοποιεί για συνάρτηση κόστους τη σιγμοειδή
συνάρτηση,:

σ(𝑡) = 1

1 + 𝑒−𝑡

Όπως είναι αναμενόμενο αλλά και όπως διαπιστώνεται και από την παρακάτω εικόνα η συνάρτηση
παίρνει τις τιμές από 0 έως 1.

Εικόνα 1: Λογιστική Παλινδρόμηση7

Στην ταξινόμηση με τη Λογιστική Παλινδρόμηση το 0 δηλώνει την απουσία του χαρακτηριστικού που
βρίσκεται προς εξέταση ενώ το 1 την παρουσία του.

Για την ταξινόμηση πολλαπλών κλάσεων (multiclass classification) ορίζονται δύο επεκτάσεις της
Λογιστικής Παλινδρόμησης που θα χρησιμοποιηθούν για αυτή την εργασία. Πιο συγκεκριμένα, η
multinomial λογιστική παλινδρόμηση, η οποία υπολογίζει την πολυωνυμική πιθανότητα για κάθε κλάση
και η One-Vs-Rest προσέγγιση η οποία αναλύεται στην παράγραφο “2.3.11 One-vs-Rest Classifier”.

7 Geron, 2017
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2.3.2 Δέντρα Αποφάσεων (Decision Trees)

Τα Δέντρα Αποφάσεων (Decision Trees) ταξινομούν στιγμιότυπα με βάση τις τιμές των χαρακτηριστικών
(features) τους. Κάθε κόμβος σε ένα δέντρο αποφάσεων αντιπροσωπεύει ένα χαρακτηριστικό ενός
στιγμιοτύπου που πρόκειται να ταξινομηθεί και κάθε κλαδί αντιπροσωπεύει μια τιμή που μπορεί να λάβει
αυτός ο κόμβος. Τα στιγμιότυπα ταξινομούνται ακολουθώντας μία αναδρομική διαδικασία, ξεκινώντας
από τη ρίζα πηγαίνοντας προς τους κόμβους όπου γίνεται ο έλεγχος για κάθε μεταβλητή μέχρι να φτάσει
σε κάποιο φύλλο (Kotsiantis, 2007).
Η εκπαίδευση των δέντρων αποφάσεων που χρησιμοποιούνται στην εξόρυξη δεδομένων και τη μηχανική
μάθηση, χρησιμοποιεί ένα δέντρο αποφάσεων ως μοντέλο πρόβλεψης το οποίο συνδέει τις παρατηρήσεις
ενός στοιχείου με τα συμπεράσματα που προκύπτουν για την τιμή στόχο του.
Οι ταξινομητές δέντρων αποφάσεων συνήθως χρησιμοποιούν τεχνικές κλαδέματος (post-pruning) οι
οποίες αξιολογούν την απόδοση τους καθώς κλαδεύονται χρησιμοποιώντας ένα validation set. Τα δέντρα
αποφάσεων χρησιμοποιούνται ευρέως λόγω της απλότητας τους ως προς την κατανόηση.

2.3.3 Ταξινόμηση με Τυχαία Δάση (Random Forest)

Ένα τυχαίο δάσος είναι ένας ταξινομητής που αποτελείται από δέντρα αποφάσεων. Πιο συγκεκριμένα το
καθένα από αυτά παρέχει μία “ψήφο” για μια συγκεκριμένη κλάση και ο αλγόριθμος επιστρέφει σαν
έξοδο την κλάση με τις περισσότερες εμφανίσεις, χρησιμοποιώντας την τεχνική του bagging.
Συνδυάζοντας μεγάλο αριθμό δέντρων μέσα ένα τυχαίο δάσος μπορεί κανείς να οδηγηθεί σε πιο
αξιόπιστες προβλέψεις, σε περιπτώσεις που ένα απλό δέντρο απόφασης θα μπορούσε να οδηγήσει σε
overfitting των δεδομένων  (Devetyarov, Nouretdinov, 2010).

2.3.4 Ταξινόμηση με Κ-Πλησιέστερους γείτονες (K-Nearest Neighbors - k-NN)

Η μέθοδος k-NN χρησιμοποιεί τη γνωστή αρχή του Cicero pares cum paribus facillime congregantur (τα
πτηνά ενός φτερού συρρέουν μαζί ή κυριολεκτικά ισούται με ίσους που εύκολα συσχετίζονται).
Προσπαθεί να ταξινομήσει ένα άγνωστο δείγμα με βάση τη γνωστή ταξινόμηση των γειτόνων του.
Για ένα διαθέσιμο σύνολο δειγμάτων με γνωστή ταξινόμηση (το λεγόμενο σετ εκπαίδευσης),
διαισθητικά, κάθε δείγμα πρέπει να ταξινομείται παρόμοια με τα γύρω δείγματα. Επομένως, εάν η
ταξινόμηση ενός δείγματος είναι άγνωστη, τότε μπορεί να προβλεφθεί λαμβάνοντας υπόψη την
ταξινόμηση των δειγμάτων του πλησιέστερου γείτονά του. Έτσι, δεδομένου ενός άγνωστου δείγματος και
ενός συνόλου εκπαίδευσης, μπορούν να υπολογιστούν όλες οι αποστάσεις μεταξύ του άγνωστου
δείγματος και όλων των δειγμάτων στο σετ εκπαίδευσης. Η απόσταση με τη μικρότερη τιμή αντιστοιχεί
στο δείγμα στο σετ εκπαίδευσης που βρίσκεται πιο κοντά στο άγνωστο δείγμα και με αυτό τον τρόπο το
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άγνωστο δείγμα ταξινομείται με βάση την ταξινόμηση του πλησιέστερου γείτονα (Mucherino et. al,
2009).

2.3.5 Multinomial Naive Bayes

Το Multinomial Naive Bayes είναι μια πιθανολογική μέθοδος μάθησης και πιο συγκεκριμένα υπολογίζει
την πιθανότητα ένα έγγραφο d να βρίσκεται στην κατηγορία c σύμφωνα με τον τύπο:

𝑃(𝑐|𝑑) = 𝑃(𝑐)
1≤𝑘≤𝑛

𝑑

∏ 𝑃(𝑡
𝑘
|𝑐)

Όπου είναι η δεσμευμένη πιθανότητα ο όρος να εμφανίζεται σε ένα αρχείο κλάσης c. Με άλλα𝑃(𝑡
𝑘
|𝑐) 𝑡

𝑘

λόγια αυτή η πιθανότητα μπορεί να ερμηνευτεί και ως μέτρο για το πόσες “αποδείξεις” παρέχει το tk ότι
η c είναι η σωστή κλάση.
Το P(c) είναι η προηγούμενη πιθανότητα ενός εγγράφου που εμφανίζεται στην κλάση c. Εάν οι όροι ενός
εγγράφου παρέχουν σαφή αποδεικτικά στοιχεία υπέρ μιας τάξης έναντι μιας άλλης, επιλέγεται αυτή που
έχει υψηλότερη προηγούμενη πιθανότητα.
Τα είναι τα tokens του εγγράφου d τα οποία είναι κομμάτι του λεξιλογίου που< 𝑡

1
, 𝑡

2
,..., 𝑡

𝑛
>.

χρησιμοποιείται για την ταξινόμηση και n_d είναι το πλήθος αυτών των tokens στο d.
Στην ταξινόμηση κειμένου, στόχος είναι να βρεθεί η κατάλληλη κλάση για ένα αρχείο. Στην περίπτωση
του Multinomial Naive Bayes η καλύτερη κλάση είναι αυτή με τη μεγαλύτερη πιθανότητα ή η “μέγιστη
εκ των υστέρων” (Maximum a Posteriori - MAP) κλάση cmap (Manning et. al, 2008).

𝑐
𝑚𝑎𝑝

= 𝑎𝑟𝑔𝑚𝑎𝑥
𝑐ϵ𝐶

𝑃(𝑐|𝑑) =  𝑎𝑟𝑔𝑚𝑎𝑥
𝑐ϵ𝐶

𝑃(𝑐) 
1≤𝑘≤𝑛

𝑑

∏ 𝑃(𝑡
𝑘
|𝑐)

2.3.6 Perceptrons

Έστω x1 έως xn είναι τιμές χαρακτηριστικών εισόδου και w1 έως wn είναι βάρη σύνδεσης ή διανύσματα
πρόβλεψης (συνήθως πραγματικοί αριθμοί στο διάστημα [-1, 1]), τότε το perceptron υπολογίζει το
άθροισμα των βεβαρυμένων εισόδων:

𝑖
∑ 𝑥

𝑖
𝑤

𝑖

Τότε η έξοδος περνάει από ένα ρυθμιζόμενο όριο: εάν το άθροισμα είναι πάνω από το όριο αυτό, η έξοδος
είναι 1, ενώ αλλιώς είναι 0.
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Ο πιο συνηθισμένος τρόπος με τον οποίο χρησιμοποιείται ο αλγόριθμος perceptron για μάθηση από ένα
σύνολο δεδομένων εκπαίδευσης είναι να εκτελείται επανειλημμένα μέχρι να βρει ένα διάνυσμα
πρόβλεψης που είναι σωστό σε όλο το σύνολο εκπαίδευσης.
Αυτός ο κανόνας πρόβλεψης χρησιμοποιείται στη συνέχεια για την πρόβλεψη των ετικετών στο
δοκιμαστικό σύνολο (test set). (Κωτσιαντής, 2007)

2.3.7 Ταξινόμηση με διανύσματα υποστήριξης (Support Vector Machines - SVM)

Η Μηχανή Διανυσμάτων Υποστήριξης (SVM) είναι ένας αλγόριθμος επιβλεπόμενης μάθησης που μπορεί
να χρησιμοποιηθεί τόσο σε προβλήματα ταξινόμησης όσο και παλινδρόμησης.   Ο ταξινομητής αυτός
στοχεύει στη δημιουργία ενός μοντέλου που προβλέπει τις ετικέτες κλάσεων των άγνωστων δεδομένων ή
στοιχείων των δεδομένων επικύρωσης που αποτελούνται μόνο από συγκεκριμένα χαρακτηριστικά
(Chakrabarty, et. al, 2019).
Το SVM περιστρέφεται γύρω από την έννοια του "περιθωρίου (margin)" - κάθε πλευρά μιας
“υπεργραμμής” η οποία διαχωρίζει τις δύο κλάσεις δεδομένων. Η μεγιστοποίηση του περιθωρίου αυτού
και κατά συνέπεια η δημιουργία της μεγαλύτερης δυνατής απόστασης μεταξύ της διαχωριστικής γραμμής
και των περιπτώσεων εκατέρωθεν του έχει αποδειχθεί ότι μειώνει ένα άνω όριο του αναμενόμενου
σφάλματος γενίκευσης. (Κωτσιαντής, 2007).
Έχει αποδειχθεί ότι αν τα δεδομένα είναι γραμμικά διαχωρίσιμα, τότε υπάρχει ένα ζεύγος τιμών (w,b)
τέτοιο ώστε:

𝑤𝑇𝑥
𝑖

+  𝑏 ≥  1,  ∀𝑥
𝑖
 ϵ 𝑃

𝑤𝑇𝑥
𝑖

+  𝑏 ≤  − 1,   ∀𝑥
𝑖
 ϵ 𝑁

Όπου ο κανόνας απόφασης δίνεται από την συνάρτηση όπου w είναι το𝑓
𝑥,𝑏

(𝑥) = 𝑠𝑔𝑛(𝑤𝑇𝑥 + 𝑏)

διάνυσμα με τα βάρη και b η μεροληψία (το bias).

2.3.8 Gradient Boosting Classifier

Η Gradient Boosting είναι μια μέθοδος ανάπτυξης μοντέλων ταξινόμησης και παλινδρόμησης. Ο όρος
Gradient απευθύνεται στον αλγόριθμο βελτιστοποίησης που χρησιμοποιείται για τη διαδικασίας μάθησης
ενός μοντέλου, δηλαδή τα μοντέλα προσαρμόζονται χρησιμοποιώντας οποιαδήποτε διαφοροποιήσιμη
συνάρτηση απώλειας και αλγόριθμο βελτιστοποίησης gradient. Αντίστοιχα, ο όρος boosting δηλώνει την
τεχνική συνδυασμού πολλών αδύναμων μοντέλων πρόβλεψης. (Aler, et. al, 2017). Τα μοντέλα αυτά είναι
ως επί το πλείστον μη γραμμικής φύσης και είναι ευρύτερα γνωστά ως δέντρα απόφασης, προστίθενται
ένα τη φορά στον τελικό αλγόριθμο και μοντελοποιούνται για τη διόρθωση των σφαλμάτων πρόβλεψης
που έγιναν από προηγούμενα μοντέλα (Chakabatry, et. al, 2019).
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2.3.9 Extreme Gradient Boosting - XGBoost

Το XGBoost είναι μια αποτελεσματική εφαρμογή ανοιχτού κώδικα του αλγόριθμου Gradient Boosting.
Θα μπορούσε δηλαδή να χαρακτηριστεί ως ένας αλγόριθμος, ένα έργο ανοιχτού κώδικα και μια
βιβλιοθήκη της Python.
Αναπτύχθηκε αρχικά από τον Tianqi Chen και περιγράφηκε από τους Chen και Carlos Guestrin στην
εργασία τους το 2016 με τίτλο "XGBoost: A Scalable Tree Boosting System".
Πρόκειται για μία πιο κανονικοποιημένη μορφή του Gradient Boosting, καθώς χρησιμοποιεί τεχνικές
προηγμένης κανονικοποίησης που βελτιώνουν τις δυνατότητες γενίκευσης του μοντέλου. Σχεδιάστηκε
για λόγους βελτιστοποίησης της απόδοσης, του χρόνου και της κατανάλωσης πόρων μνήμης (Chen,
Guestrin, 2016).
Σύμφωνα με τη βιβλιογραφία8 (documentation) κάποια βασικά χαρακτηριστικά υλοποίησης αλγορίθμου
περιλαμβάνουν:

● Εφαρμογή Sparse Aware: με αυτόματο χειρισμό τιμών δεδομένων που λείπουν.
● Δομή Block για την υποστήριξη της παραλληλοποίησης της κατασκευής δέντρων.
● Συνεχής εκπαίδευση: ώστε να είναι δυνατή η περαιτέρω ενίσχυση ενός ήδη τοποθετημένου

μοντέλο σε νέα δεδομένα.

2.3.10 Adaptive Boosting - AdaBoost

Ο AdaBoost είναι ένας αλγόριθμος που αναπτύχθηκε από τους Freund και Schapire (1996) στα
εργαστήρια AT&T. Αποτελεί το πρώτο μοντέλο που ακολούθησε την τεχνική της ενίσχυσης (boosting) ,
δηλαδή συνδυάζει τις επιδόσεις αδύναμων αλγορίθμων για τη δημιουργία ενός ισχυρού ταξινομητή του
οποίου η απόδοση είναι καλύτερη από οποιονδήποτε από τους μεμονωμένους αδύναμους ταξινομητές.
Η μέθοδος προσαρμόζει αυτόματα τις παραμέτρους της στα δεδομένα με βάση την πραγματική απόδοση
στην τρέχουσα επανάληψη. Δηλαδή, τόσο τα βάρη για την εκ νέου στάθμιση των δεδομένων όσο και τα
βάρη για την τελική συγκέντρωση υπολογίζονται εκ νέου επαναληπτικά.
Στην πράξη, αυτή η τεχνική ενίσχυσης χρησιμοποιείται με απλά δέντρα ταξινόμησης ως βασικούς
ταξινομητές (base learners), γεγονός που οδηγεί στη βελτιωμένη απόδοση σε σύγκριση με την
ταξινόμηση από ένα δέντρο ή κάποιο άλλο μεμονωμένο βασικό ταξινομητή  (Mathanker, et. al, 2011).

2.3.11 One-vs-Rest Classifier
Σύμφωνα με τη βιβλιογραφία η τεχνική ταξινόμησης One-vs-Rest, ή γνωστή και ως one-vs-all, βασίζεται
στην προσαρμογή ενός ταξινομητή ανά κατηγορία. Για κάθε ταξινομητή, η κλάση προσαρμόζεται σε όλες
τις άλλες κλάσεις. Εκτός από την υπολογιστική της αποτελεσματικότητα (καθώς απαιτούνται μόνο τόσοι
ταξινομητές όσες και οι κλάσεις), ένα πλεονέκτημα αυτής της προσέγγισης είναι η ευκολία που
παρουσιάζει ως προς την ερμηνεία της. Δεδομένου ότι κάθε κλάση αντιπροσωπεύεται από έναν και μόνο

8 https://xgboost.readthedocs.io/en/latest/python/python_intro.html
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έναν ταξινομητή, είναι δυνατό να αποκτήσει κανείς γνώση για την κλάση επιθεωρώντας τον αντίστοιχο
ταξινομητή της. Αυτή είναι η πιο συχνά χρησιμοποιούμενη στρατηγική για ταξινόμηση πολλαπλών
κλάσεων.

2.4 Επεξεργασία Φυσικής Γλώσσας

Η Επεξεργασία Φυσικής Γλώσσας (ΕΦΓ) ή αλλιώς Natural Language Processing (NLP) ξεκίνησε τη
δεκαετία του 1950 ως το σημείο διασταύρωσης της Τεχνητής Νοημοσύνης και της γλωσσολογίας
(Nadkarni, et. al, 2011), ενώ τα θεμέλια της βρίσκονται και σε διάφορους άλλους κλάδους, όπως οι
επιστήμες υπολογιστών και πληροφοριών, τα μαθηματικά, η ηλεκτρική και ηλεκτρονική μηχανική, η
ρομποτική, η ψυχολογία, κ.α. . Είναι ένας τομέας έρευνας και εφαρμογής που διερευνά πώς οι
υπολογιστές μπορούν να χρησιμοποιηθούν για την κατανόηση και τον χειρισμό κειμένου για να
πραγματοποιούν χρήσιμες λειτουργίες. Οι εφαρμογές του περιλαμβάνουν μια σειρά από πεδία, όπως την
αυτόματη μετάφραση, την επεξεργασία και σύνοψη κειμένου φυσικής γλώσσας, τις διεπαφές χρήστη, την
πολυγλωσσία και διαγλωσσική ανάκτηση πληροφοριών (CLIR), την αναγνώριση ομιλίας, την τεχνητή
νοημοσύνη, τα έμπειρα συστήματα κ.λπ (Crowdhury, 2003).
Ο χειρισμός κειμένων για εξαγωγή γνώσης, για αυτόματη ευρετηρίαση ή για παραγωγή κειμένου σε
επιθυμητή μορφή, έχει αναγνωριστεί ως σημαντικός τομέας έρευνας στο NLP. Αυτό ταξινομείται ευρέως
ως ο τομέας της επεξεργασίας κειμένου φυσικής γλώσσας που επιτρέπει τη δόμηση μεγάλων σωμάτων
κειμενικών πληροφοριών με σκοπό την ανάκτηση συγκεκριμένων πληροφοριών ή την εξαγωγή δομών
γνώσης που μπορούν να χρησιμοποιηθούν για συγκεκριμένο σκοπό. Τα συστήματα αυτόματης
επεξεργασίας κειμένου λαμβάνουν γενικά κάποια μορφή εισαγωγής κειμένου και το μετατρέπουν σε
έξοδο διαφορετικής μορφής, μέσω ορισμένων τεχνικών επεξεργασίας. Οι τεχνικές που χρησιμοποιήθηκαν
κατά τη διάρκεια της συγκεκριμένης ανάλυσης αναλύονται παρακάτω:

● Αφαίρεση σημείων στίξης: Για την ευκολότερη επεξεργασία του κειμένου και πιο συγκεκριμένα
για τον χωρισμό των λέξεων με τη διαδικασία του tokenization όπως εξηγείται παρακάτω, τα
σημεία στίξης αφαιρούνται.

● Αφαίρεση των Stop-Words: Τα stop-words είναι οι λέξεις που δεν προσφέρουν μεγάλη αξία στην
κατανόηση του νοήματος μιας πρότασης.

● Μετατροπή γραμμάτων σε πεζά: Για την ευκολότερη επεξεργασία του κειμένου και την αφαίρεση
των stop-words όπως εξηγείται παρακάτω, όλα τα γράμματα του κειμένου μετατρέπονται σε
πεζά.

● Αφαίρεση Αριθμών: Οι αριθμοί αντίστοιχα με τα stop-words δεν προσφέρουν κάποια σημασιακή
αξία σε μία πρόταση και για αυτό αφαιρούνται.

● Αφαίρεση URLs: Τα URLs αντίστοιχα αφαιρούνται για τον ίδιο λόγο.
● Tokenization: Είναι η διαδικασία χωρισμού μιας φράσης, πρότασης, παραγράφου ή ολόκληρου

κειμένου σε μικρότερες ενότητες, όπως μεμονωμένες λέξεις ή όρους.
● Lemmatization: Είναι η διαδικασία αναγωγής των διαφορετικών μορφών μιας λέξης σε μια

ενιαία μορφή, για παράδειγμα: η λέξη “φωτιές” όταν θα υποστεί lemmatization θα μετατραπεί
στη λέξη “φωτια”.
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Στην παρούσα διπλωματική αυτή η μέθοδος θα χρησιμοποιηθεί για την ανάλυση των tweets προκειμένου
να εξαχθούν χρήσιμα αποτελέσματα σχετικά με το περιεχόμενο και το θέμα του κάθε tweet.

2.4.1 Latent Dirichlet Allocation - LDA

Η λανθάνουσα κατανομή Dirichlet (Latent Dirichlet Allocation, LDA) είναι ένα στατιστικό μοντέλο που
χρησιμοποιείται ευρέως στην φυσική επεξεργασία γλώσσας. Βρίσκει συχνά εφαρμογή στην
μοντελοποίηση θέματος κειμένου, ένα πρόβλημα επιβλεπόμενης μάθησης που ταξινομεί το θέμα ενός
κειμένου με βάση τις λέξεις που το απαρτίζουν.

Στο LDA, υποθέτουμε ότι υπάρχουν k υποκείμενα λανθάνοντα θέματα (latent topics) σύμφωνα με τα
οποία δημιουργούνται έγγραφα και ότι κάθε θέμα αναπαρίσταται ως πολυωνυμική κατανομή στις λέξεις
IVI του λεξιλογίου. Ένα έγγραφο δημιουργείται με δειγματοληψία ενός μείγματος αυτών των θεμάτων
και στη συνέχεια με δειγματοληψία λέξεων από αυτό το μείγμα που δημιουργήθηκε.
Πιο συγκεκριμένα, ένα έγγραφο με Ν λέξεις δημιουργείται με την ακόλουθη διαδικασία.𝑤 = (𝑤

1
,..., 𝑤

𝑛
)

Αρχικά, το θ λαμβάνεται από μια κατανομή Dirichlet( ). Αυτό σημαίνει ότι το θ βρίσκεται στο (k -𝑎
!
,..., 𝑎

𝑛

I)-διάστατο simplex: . Στη συνέχεια, για καθεμία από τις N λέξεις, ένα θέμαθ
𝑖
≥0,  Σ

𝑖
θ

𝑖
= 1 𝑧

𝑛
ϵ(1,..., 𝑘) 

λαμβάνεται από μια κατανομή Mult(θ) όπου .𝑝(𝑧
𝑛

= 𝑖|θ) = θ
𝑖
 

Τέλος, κάθε λέξη Wn δειγματοληπτείται, με βάση το zn-οστό θέμα, από την πολυωνυμική κατανομή
. Διαισθητικά, το μπορεί να θεωρηθεί ως ο βαθμός στον οποίο το θέμα i αναφέρεται στο𝑝(𝑤|𝑧

𝑛
) θ

𝑖

έγγραφο. Συνεπώς, γραμμένη πλήρως, η πιθανότητα μίας λέξης σε ένα έγγραφο είναι:

𝑝(𝑤) = ∫
θ

(
𝑛=1

𝑁

∏
𝑧

𝑛
=1

𝑘

∑ 𝑝(𝑤
𝑛
|𝑧

𝑛
; β)𝑝(𝑧

𝑛
|θ))𝑝(θ; α)𝑑θ

Όπου είναι Dirichlet, είναι μία πολυωνυμική παραμετροποιημένη με θ και𝑝(θ; α) 𝑝(𝑧
𝑛
|θ) 𝑝(𝑤

𝑛
|𝑧

𝑛
; β)

είναι μία πολυωνυμική πάνω στις λέξεις. Αυτό το μοντέλο πραγματοποιείται με τις k-διαστάσεων
Dirichlet παραμέτρους και έναν k x |V| πίνακα β, οι οποίες είναι παράμετροι που𝑎 = (𝑎

1
,..., 𝑎

𝑛
)

καθορίζουν τις k πολυωνυμικές κατανομές πάνω στις λέξεις (Blei, et. al, 2001).

Γραφικά το LDA παρουσιάζεται παρακάτω:
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Εικόνα 2: Γραφική αναπαράσταση μοντέλου LDA9.

Τέλος, η αξιολόγηση της συγκεκριμένης μεθόδου γίνεται με τις μετρικές Coherence Score και Perplexity
Score.
Στη συγκεκριμένη διπλωματική εργασία θα χρησιμοποιηθεί το UMass Coherence Score, το οποίο ορίζει
πόσο κατανοητό είναι ένα topic καθώς υπολογίζει πόσο συχνά δύο λέξεις και εμφανίζονται μαζί.𝑤

𝑖
𝑤

𝑗

Αυτό γίνεται από τη σχέση:

𝐶
𝑈𝑀𝐴𝑆𝑆

= 𝑙𝑜𝑔(
𝐷(𝑤

𝑖
,𝑤

𝑗
) + 1

𝐷(𝑤
𝑖
) )

Όπου το D( , ) ορίζεται ως το πλήθος των κοινών εμφανίσεων των λέξεων και και D(𝑤
𝑖

𝑤
𝑗

𝑤
𝑖

𝑤
𝑗

) της λέξής . Το συνολικό UMass Coherence Score της μεθόδου υπολογίζεται ως ο μέσος όρος των𝑤
𝑖

𝑤
𝑖

των Coherence Scores του κάθε ζευγαριού.
Το Perplexity Score, αντίστοιχα είναι μία μετρική που περιγράφει πόσο αποδοτικά το μοντέλο μπορεί να
προβλέψει την απάντηση για ένα δείγμα.

2.4.2 Bag Of Words

Το Bag-of-Words (BoW) είναι ένα μοντέλο που χρησιμοποιείται σε προβλήματα επεξεργασίας φυσικής
γλώσσας για μοντελοποίηση κειμένου και αποτελεί την πιο διαδεδομένη μέθοδο αναπαράστασης
κειμένου. Αποτελεί μία απλή λύση στο βασικό ζήτημα της επεξεργασίας φυσικής γλώσσας, δηλαδή στην
αποτελεσματική αναπαράσταση εγγράφων χρησιμοποιώντας αριθμητικά δεδομένα (Zhao & Mao, 2017).
Σε αυτό το μοντέλο, ένα κείμενο αναπαρίσταται ως μια μη διατεταγμένη συλλογή των λέξεων του,
αδιαφορώντας για τη γραμματική και ακόμη και τη σειρά των λέξεων. Σε περίπτωση ταξινόμησης
κειμένου, μια λέξη σε ένα έγγραφο εκχωρείται α

9 Τα κουτιά είναι "πλάκες" που αντιπροσωπεύουν αντίγραφα. Η εξωτερική πλάκα αντιπροσωπεύει
έγγραφα, ενώ η εσωτερική πλάκα αντιπροσωπεύει την επαναλαμβανόμενη επιλογή θεμάτων και λέξεων
μέσα σε ένα έγγραφο (Blei, 2001).
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βάρος ανάλογα με τη συχνότητά του στο έγγραφο και τη συχνότητα μεταξύ διαφορετικών εγγράφων. Οι
λέξεις μαζί με τα βάρη τους σχηματίζουν το BoW (Soumya, Shibily, 2014). Πιο συγκεκριμένα, ένα
έγγραφο αντιστοιχίζεται σε ένα διάνυσμα ως , όπου το xi υποδηλώνει την εμφάνιση της𝑣 = [𝑥

1
, 𝑥

2
,..., 𝑥

𝑛
]

λέξης i σε βασικούς όρους. Οι βασικοί όροι συλλέγονται από τα σύνολα δεδομένων, τα οποία είναι
συνήθως οι κορυφαίες n λέξεις υψηλότερης συχνότητας (Yan, et. al, 2020). Έτσι, πραγματοποιεί την
εξαγωγή χαρακτηριστικών (features) που στη συνέχεια χρησιμοποιούνται ως είσοδος για έναν ταξινομητή
που διεκπεραιώνει την μοντελοποίηση του κειμένου. Βασίζεται στην υπόθεση πως όσο συχνότερα
εμφανίζεται μία λέξη στο κείμενο τόσο μεγαλύτερη είναι και η σημασία της για το κείμενο.

2.4.3 TF-IDF

Tο Term Frequency-Inverse Document frequency (TF-IDF) ή συχνότητα όρου - αντίστροφη συχνότητα
εγγράφου είναι μία από τις πιο διαδεδομένες τεχνικές στάθμισης όρων στα σημερινά συστήματα
ανάκτησης πληροφοριών. Αυτό το σχήμα στάθμισης μπορεί να κατηγοριοποιηθεί ως στατιστική
διαδικασία, αν και τα άμεσα αποτελέσματά του είναι ντετερμινιστικής φύσης. Αν και το TF-IDF είναι ένα
σχετικά παλιό σχήμα στάθμισης, είναι απλό και αποτελεσματικό, καθιστώντας το δημοφιλές σημείο
εκκίνησης για προβλήματα ανάκτησης πληροφοριών (Salton & Buckley, 1988). Σκοπός αυτής της
τεχνικής είναι ο υπολογισμός της σπουδαιότητας μίας λέξης για ένα κείμενο και εξελίχθηκε από το IDF
που προτείνεται από τον Sparck Jones (1972, 2004) βασισμένος στην υπόθεση ότι ένας όρος ερωτήματος
που εμφανίζεται σε πολλά έγγραφα δεν είναι καλός διαχωριστής και θα έπρεπε να δοθεί μικρότερη
βαρύτητα από εκείνη που δίνεται σε λέξεις που εμφανίζονται σε λιγότερα έγγραφα.
Όπως υποδηλώνει και ο ίδιος ο όρος, το TF-IDF υπολογίζει τιμές για κάθε λέξη σε ένα έγγραφο μέσω
μιας αντίστροφης αναλογίας της συχνότητας της λέξης σε ένα συγκεκριμένο έγγραφο προς το ποσοστό
των εγγράφων στα οποία εμφανίζεται η λέξη. Λέξεις με υψηλούς αριθμούς TF-IDF αποδεικνύουν πως
υπάρχει ισχυρή σχέση με το έγγραφο στο οποίο εμφανίζονται, υποδηλώνοντας ότι εάν αυτή η λέξη
εμφανιζόταν σε ένα ερώτημα, το έγγραφο θα μπορούσε να ενδιαφέρει τον χρήστη (Ramos, 2003).
Η σχέση που χρησιμοποιεί το TF-IDF για τη στάθμιση των όρων είναι η εξής (Zhang, et. al, 2011):

𝑤
𝑖,𝑗

= 𝑡𝑓
𝑖,𝑗

× 𝑖𝑑𝑓
𝑖

Όπου είναι το βάρος για τον όρο i στο έγγραφο j, το ορίζεται ως η συχνότητα του όρου i στο𝑤
𝑖,𝑗

𝑡𝑓
𝑖,𝑗

έγγραφο j και υπολογίζεται ως:

𝑡𝑓
𝑖,𝑗

= ( 𝑁𝑢𝑚𝑏𝑒𝑟 𝑜𝑓 𝑡𝑖𝑚𝑒𝑠 𝑡𝑒𝑟𝑚 𝑖 𝑎𝑝𝑝𝑒𝑎𝑟𝑠 𝑖𝑛 𝑑𝑜𝑐𝑢𝑚𝑒𝑛𝑡 𝑗
𝑁𝑢𝑚𝑏𝑒𝑟 𝑜𝑓 𝑡𝑒𝑟𝑚𝑠 𝑖𝑛 𝑡ℎ𝑒 𝑑𝑜𝑐𝑢𝑚𝑒𝑛𝑡 )

Και τέλος ο όρος (inverse document frequency) που παριστάνει την σπανιότητα ενός όρου στο𝑖𝑑𝑓
𝑖

σύνολο των δεδομένων και υπολογίζεται από τη σχέση:
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.𝑖𝑑𝑓
𝑖

= ( 𝑁𝑢𝑚𝑏𝑒𝑟 𝑜𝑓 𝑡𝑜𝑡𝑎𝑙 𝑑𝑜𝑐𝑢𝑚𝑒𝑛𝑡𝑠
𝑁𝑢𝑚𝑏𝑒𝑟 𝑜𝑓 𝑑𝑜𝑐𝑢𝑚𝑒𝑛𝑡𝑠 𝑡ℎ𝑒 𝑡𝑒𝑟𝑚 𝑖 ℎ𝑎𝑠 𝑎𝑝𝑝𝑒𝑎𝑟𝑒𝑑 𝑖𝑛 )

2.5 Μέθοδοι Αξιολόγησης

2.5.1 Cross Validation

To Cross Validation είναι μια στατιστική τεχνική που περιλαμβάνει τον διαχωρισμό των δεδομένων σε
υποσύνολα, την εκπαίδευση των δεδομένων του ενός υποσυνόλου και τη χρήση του άλλου υποσυνόλου
για την αξιολόγηση της απόδοσης του μοντέλου.

Για να μειωθεί η μεταβλητότητα, εκτελούνται πολλαπλοί γύροι cross validation με διαφορετικά
υποσύνολα από τα ίδια δεδομένα. Στη συνέχεια συνδυάζονται τα αποτελέσματα του validation από
αυτούς τους πολλαπλούς γύρους και οδηγείται σε μια εκτίμηση της προγνωστικής απόδοσης του
μοντέλου.
Με αυτό τον τρόπο το cross validation δίνει μια πιο ακριβή εκτίμηση της απόδοσης ενός μοντέλου.

2.5.1.1 K-fold Cross Validation

Μια διαδεδομένη διαδικασία για την εκτίμηση της απόδοσης ενός αλγορίθμου ταξινόμησης ή τη
σύγκριση της απόδοσης μεταξύ δύο αλγορίθμων ταξινόμησης σε ένα σύνολο δεδομένων είναι το K-fold
Cross Validation. Αυτή η διαδικασία διαιρεί τυχαία ένα σύνολο δεδομένων σε k ανεξάρτητα υποσύνολα
(folds) με περίπου ίσο μέγεθος, τότε κάθε κομμάτι χρησιμοποιείται με τη σειρά του ως test set,
δοκιμάζοντας κάθε φορά το μοντέλο που δημιουργείται με έναν αλγόριθμο ταξινόμησης από τα υπόλοιπα
k-1 κομμάτια. Η απόδοση του αλγορίθμου ταξινόμησης αξιολογείται από τον μέσο όρο των k τιμών
ακριβείας που προκύπτουν από αυτή την επικύρωση k-fold (Wong, 2015):

𝑐𝑣
𝑘

=  1
𝑘

𝑖=1

𝑘

∑ 𝑀𝑆𝐸
𝑖

Όπου k ο αριθμός των υποσυνόλων και MSE = Mean Squared Error το οποίο είναι το μέσο τετραγωνικό
σφάλμα της κάθε περίπτωσης.

Τα πλεονεκτήματα του K fold cross validation είναι ο χρόνος υπολογισμού καθώς μειώνεται όσο
επαναλαμβάνουμε τη διαδικασία και η επανάληψη γίνεται k φορές μόνο στην k-οστή φορά. Επίσης, λόγω
της επανάληψης η συγκεκριμένη τεχνική εμφανίζει μειωμένη προκατάληψη (bias). Ένα μειονέκτημα που
παρουσιάζει η συγκεκριμένη τεχνική είναι η υπολογιστική εντατικότητα, καθώς ο αλγόριθμος πρέπει να
εκτελεστεί ξανά από την αρχή k φορές.
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2.5.1.2 Stratified K-fold Cross Validation

Η τεχνική stratified K-fold είναι μία ειδική κατηγορία του k-fold cross validation που αναδιατάσσει τα
δεδομένα με τρόπο ώστε κάθε fold να αποτελεί μια καλή αναπαράσταση ολόκληρου του συνόλου
δεδομένων. Αναγκάζει με αυτόν τον τρόπο κάθε fold να έχει τουλάχιστον m στιγμιότυπα από κάθε
κλάση. Αυτή η προσέγγιση διασφαλίζει ότι μια κατηγορία δεδομένων δεν υπερ εκπροσωπείται ειδικά
όταν η μεταβλητή στόχος δεν είναι ισορροπημένη.
Πλεονεκτήματα αυτής της τεχνικής είναι η μείωση τόσο της προκατάληψης όσο και της διακύμανσης.

2.5.1.3 Leave-one-out Cross Validation

Πολλές μελέτες υιοθετούν Leave-one-out Validation για να αξιολογήσουν την απόδοση ενός αλγορίθμου
ταξινόμησης όταν ο αριθμός των εμφανίσεων για μια τιμή κλάσης είναι μικρός. Δεδομένου ότι η
τυχαιότητα της διαίρεσης των δεδομένων σε σύνολα εκπαίδευσης και δοκιμής δεν υφίσταται, η σημειακή
εκτίμηση της ακρίβειας για ένα ορισμένο σύνολο δεδομένων είναι σταθερή.
Η συγκεκριμένη τακτική ως μία παραλλαγή της k-fold cross validation έχει την ιδιαιτερότητα ότι k=n,
δηλαδή ο αριθμός των δειγμάτων των δεδομένων εισόδου ισούται με τον αριθμό των υποσυνόλων που
δημιουργούνται. Η συγκεκριμένη μέθοδος χρησιμοποιεί κάθε φορά μόνο ένα δείγμα δεδομένων δοκιμής
και όλα τα υπόλοιπα αποτελούν τα δεδομένα εκπαίδευσης. Τέλος, ακριβώς όπως και στο k-fold cross
validation, υπολογίζεται ο μέσος όρος των τιμών που υπολογίστηκαν.

2.5.2 Hyper Parameter Tuning

Στη μηχανική μάθηση, μια υπερ-παράμετρος είναι μια παράμετρος της οποίας η τιμή ορίζεται πριν
ξεκινήσει η διαδικασία εκμάθησης. Το πρόβλημα βελτιστοποίησης των υπερ-παραμέτρων είναι το
πρόβλημα της επιλογής ενός συνόλου βέλτιστων υπερ-παραμέτρων για έναν αλγόριθμο εκμάθησης.
Στοχεύει στην εύρεση μιας πλειάδας υπερ παραμέτρων η οποία παράγει ένα βέλτιστο μοντέλο που
ελαχιστοποιεί μια προκαθορισμένη συνάρτηση απώλειας σε προκαθορισμένα, ανεξάρτητα δεδομένα.
Τότε η αντικειμενική συνάρτηση αυτή, παίρνει μια πλειάδα υπερ παραμέτρων και επιστρέφει τη σχετική
απώλεια (Claesen & Moore, 2015). Συχνά, για την εκτίμηση αυτής της απόδοσης γενίκευσης
χρησιμοποιείται το cross validation (Bergstra & Bengio, 2012).
Πιο αναλυτικά, δεδομένου ενός αλγορίθμου μηχανικής μάθησης Α που έχει υπερ παραμέτρους μελ

1
,..., λ

𝑛

αντίστοιχους τομείς , ορίζουμε τον χώρο υπερπαραμέτρων του ως Λ = . ΓιαΛ
1
,..., Λ

𝑛
Λ

1
× Λ

2
×.. × Λ

𝑛

κάθε ρύθμιση υπερπαραμέτρου λ∈ Λ, χρησιμοποιούμε τον όρο για να υποδηλώσουμε τον αλγόριθμοΑ
λ

εκμάθησης Α ο οποίος χρησιμοποιεί την συγκεκριμένη ρύθμιση. Επίσης, χρησιμοποιούμε το
για να υποδηλώσουμε την απώλεια επικύρωσης που επιτυγχάνει το στα𝑙(λ) = 𝐿(𝐴

λ
, 𝐷

𝑡𝑟𝑎𝑖𝑛
, 𝐷

𝑣𝑎𝑙𝑖𝑑
) Α

λ

δεδομένα όταν εκπαιδεύεται με τα δεδομένα . Το πρόβλημα βελτιστοποίησης𝐷
𝑣𝑎𝑙𝑖𝑑

𝐷
𝑡𝑟𝑎𝑖𝑛

υπερ-παραμέτρων ανάγεται τότε στην εύρεση της τιμής λ ∈ Λ η οποία ελαχιστοποιεί το .𝑙(λ)
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Ο παραδοσιακός τρόπος εύρεσης της βελτιστοποίησης υπερπαραμέτρων είναι η αναζήτηση πλέγματος
(Grid Search) η οποία είναι απλώς μια εξαντλητική αναζήτηση μέσω ενός καθορισμένου υποσυνόλου του
χώρου υπερπαραμέτρων Λ ενός αλγορίθμου εκμάθησης Α. Ένας αλγόριθμος αναζήτησης πλέγματος
πρέπει να καθοδηγείται από κάποια μετρική απόδοσης, συνήθως μετρούμενη με τη βοήθεια του cross
validation στο σετ εκπαίδευσης (Ghawi & Pfeffer, 2019).

2.6 Μετρικές Αξιολόγησης Ταξινόμησης

Η αξιολόγηση ενός αλγορίθμου ταξινόμησης γίνεται με τη βοήθεια διαφορετικών μετρικών οι οποίες
επιτρέπουν την σύγκριση αλγορίθμων. Στη συνέχεια θα αναλυθούν οι μετρικές που χρησιμοποιήθηκαν
στη συγκεκριμένη διπλωματική εργασία.

2.6.1 Ακρίβεια - Accuracy

Η συνολική ακρίβεια είναι μία από τις απλούστερες και πιο δημοφιλείς μετρικές ακρίβειας και
υπολογίζεται διαιρώντας το συνολικό αριθμών σωστών αποτελεσμάτων με τον συνολικό αριθμό των
προβλέψεων (Congalton, 1991). Οι ακρίβειες μεμονωμένων κατηγοριών μπορούν επίσης να
υπολογιστούν με παρόμοιο τρόπο. Όσο μεγαλύτερη είναι αυτή η μετρική τόσο πιο ακριβές είναι το
μοντέλο. Ωστόσο, αυτό το μοντέλο δεν είναι αρκετό για να κρίνει αποκλειστικά την απόδοση ενός
αλγορίθμου, ειδικά σε περιπτώσεις που τα δεδομένα με θετικές και αρνητικές ετικέτες παρουσιάζουν
ανομοιομορφία.
Σε αυτές τις περιπτώσεις ένα εργαλείο που μπορεί να αναδείξει τέτοιου είδους ανομοιομορφίες είναι ο
πίνακας σύγχυσης ή πίνακας σφάλματος (Confusion Matrix). Πιο συγκεκριμένα, αυτός ο πίνακας
απεικονίζει αναλυτικά τις τιμές: Ορθά Θετικές (True Positive - TP), Λανθασμένα Θετικές (False Positive
- FP), Ορθά Αρνητικές (True Negative - TN), Λανθασμένα Αρνητικές (False Negative - FN) (Liu, et. al,
2007). Αυτός ο πίνακας έχει την ακόλουθη μορφή:

Προβλεπόμενες Τιμές

Positive Negative

Πραγματικές τιμές Positive TP FN

Negative FP TN

Πίνακας 5: Ορισμός Confusion Matrix

Με βάση αυτές τις παραμέτρους η ακρίβεια ορίζεται ως:

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 𝑇𝑃 + 𝐹𝑃
𝑇𝑃 + 𝐹𝑃 + 𝑇𝑁 + 𝐹𝑁
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2.6.2 Precision
Μία άλλη μετρική για την αξιολόγηση ενός αλγορίθμου είναι το precision. Πιο συγκεκριμένα αυτή η
μεταβλητή αποτελεί ένα δείκτη για την ακρίβεια των προβλέψεων του μοντέλου για τις θετικές τιμές ως
προς το πλήθος των τιμών που είναι όντως θετικές (Davis, Godrich, 2006).
Ακόμη, η συγκεκριμένη μετρική είναι χρήσιμη σε ανομοιόμορφα δεδομένα και ανισόρροπες κλάσεις
(Powers, 2011).
Το precision ορίζεται ως:

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  𝑇𝑃
𝑇𝑃 + 𝐹𝑃 = 𝑇𝑃

𝑇𝑜𝑡𝑎𝑙 𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

2.6.3 Recall
Το recall αποτελεί ακόμη μία μετρική αξιολόγησης ενός αλγορίθμου ταξινόμησης. Πιο συγκεκριμένα,
αντιπροσωπεύει το ποσοστό των τιμών που προβλέφθηκαν ως θετικές προς το συνολικό αριθμό των
θετικών τιμών. Αντίστοιχα με το precision, είναι μία χρήσιμη μετρική στις περιπτώσεις που τα δεδομένα
είναι ανομοιόμορφα (Powers, 2011).
Το recall ορίζεται ως:

𝑅𝑒𝑐𝑎𝑙𝑙 =  𝑇𝑃
𝑇𝑃 + 𝐹𝑁 = 𝑇𝑃

𝑇𝑜𝑡𝑎𝑙 𝐴𝑐𝑡𝑢𝑎𝑙 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

2.6.3 F1-Score
To F1-Score (ή F-measure) αποτελεί τον σταθμισμένο μέσο όρο των μετρικών Precision και Recall και
συνήθως φαίνεται χρήσιμο στις περιπτώσεις που υπάρχει μεγάλο ποσοστό πραγματικών αρνητικών τιμών
(Sasaki, 2007).
Το F-measure ορίζεται ως:

𝐹 − 𝑚𝑒𝑎𝑠𝑢𝑟𝑒 =  2 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 * 𝑅𝑒𝑐𝑎𝑙𝑙
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙

2.6.4 Macro-Averaged Precision
To Macro-Averaged Precision (ή Macro Precision) ορίζεται ως το μέσο Precision για κάθε προβλεπόμενη
κλάση (predicted class). Πρόκειται δηλαδή για μία μετρική που χρησιμοποιείται σε προβλήματα
ταξινόμησης με περισσότερες από δύο κλάσεις (multiclass classification). Δηλαδή η προσέγγιση Macro
θεωρεί όλες τις κλάσεις βασικά στοιχεία του υπολογισμου, δίνοντας σε κάθε κλάση την ίδια βαρύτητα
στο μέσο όρο, έτσι ώστε να μην υπάρχει διάκριση μεταξύ κλάσεων με λιγότερα και περισσότερα
στοιχεία.
Με βάση τον παραπάνω ορισμό αλλά και τον ορισμό του Precision που αναπτύχθηκε παραπάνω, η σχέση
που δίνει το Macro Precision είναι (Grandini, et.al, 2020):
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𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 = 𝑘=1

𝐾

∑ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛
𝑘

𝐾  

Όπου k η κάθε κλάση και συνεπώς Κ το πλήθος των κλάσεων.

2.6.5 Macro-Averaged Recall
Αντίστοιχα με την Macro προσέγγιση του Precision, το Macro-Recall υπολογίζεται ως το μέσο Recall για
κάθε πραγματική κλάση (actual class) και είναι και αυτή μία μετρική που χρησιμεύει στα προβλήματα με
multiclass classification. Συνεπώς έχοντας υπόψη αυτόν τον ορισμό καθώς και τον ορισμό του Recall που
αναλύθηκε σε προηγούμενη παράγραφο το Macro-Recall υπολογίζεται από την παρακάτω σχέση
(Grandini, et.al, 2020):

𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑅𝑒𝑐𝑎𝑙𝑙 = 𝑘=1

𝐾

∑ 𝑅𝑒𝑐𝑎𝑙𝑙
𝑘

𝐾  

Όπου k η κάθε κλάση και συνεπώς Κ το πλήθος των κλάσεων.

2.6.7 Macro-Averaged F1-Score
Τέλος, με βάση τα παραπάνω το Macro F1-Score είναι και αυτή μία μετρική που χρησιμοποιείται στα
προβλήματα με multiclass classification και ορίζεται ως το αρμονικό μέσο των Macro-Precision και
Macro-Recall.
Υπολογίζεται με βάση τον παρακάτω τύπο (Grandini, et.al, 2020):

𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝐹1𝑆𝑐𝑜𝑟𝑒 = 2 * 𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 * 𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑅𝑒𝑐𝑎𝑙𝑙

(𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛−1+𝑀𝑎𝑐𝑟𝑜𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑅𝑒𝑐𝑎𝑙𝑙−1)

2.7 Συναφής Βιβλιογραφία
Η χρησιμότητα της ανάλυσης των μέσων κοινωνικής δικτύωσης, και ειδικότερα του Twitter, στη
διαχείριση καταστροφών είναι ένα ζήτημα που έχει οδηγήσει στην διεξαγωγή πολλαπλών ερευνών και
αναλύσεων. Σε αυτή την ενότητα θα γίνει μία αναφορά και σύντομη ανάλυση συναφών ερευνών που
επιχείρησαν να ερευνήσουν περαιτέρω ή να δώσουν κάποια λύση σε αυτό το πρόβλημα.

2.7.1 Η χρήση του Twitter στη διαχείριση καταστροφών
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Ο Dufty (2016) με αφορμή τα 10 χρόνια λειτουργίας του Twitter, διεκπεραίωσε μία έρευνα σχετικά με τη
χρήση του στη διαχείριση καταστροφών. Αρχικά, αναφέρει πως σύμφωνα με μία έρευνα του We Are
Social (2016) το 31% του πληθυσμού χρησιμοποιούσε social media, εκ των οποίων το 66% είχε
λογαριασμό στο Facebook και 14% είχε λογαριασμό στο Twitter. Παρόλο που οι χρήστες του Facebook
είναι πάνω από 4 φορές περισσότεροι από του Twitter, όμως, ένα μεγάλο μέρος της ερευνητικής
κοινότητας εστιάζε στο Twitter για την πραγματοποίηση ερευνών σχετικά με τη διαχείριση καταστροφών.
Σύμφωνα με τον συγκεκριμένο ερευνητή, ο λόγος που γίνεται αυτό είναι τα μοναδικά χαρακτηριστικά
του Twitter, πιο συγκεκριμένα κάνει λόγο για: τον περιορισμό στους χαρακτήρες - που κάνει τα tweets
σύντομα και περιεκτικά, το γεγονός ότι τα περισσότερα tweets είναι δημόσια διαθέσιμα -σε αντίθεση με
το Facebook-, η συχνή χρήση των hashtags, η λειτουργία με τα επίκαιρα θέματα ανά περιοχή και ανά τον
κόσμο και τέλος, η δυνατότητα του retweet που μπορεί να κάνει κάποιο θέμα να αναμεταδοθεί πολλές
φορές.
Στη συνέχεια του συγκεκριμένου άρθρου, παρουσιάζονται παραδείγματα από άλλους ερευνητές, οι οποίοι
έχουν εντοπίσει τρόπους με τους οποίους τα μέσα κοινωνικής δικτύωσης μπορούν να φανούν χρήσιμα
στην διαχείριση καταστροφών.
Για παράδειγμα, ο Alexander (2014) αναφέρει επτά τρόπους με τους οποίους τα συγκεκριμένα μέσα
μπορούν να βοηθήσουν στη μείωση ρίσκου και στην αντιμετώπιση της κρίσης: (α) Ως μέσο μετάδοσης
της κοινής γνώμης - τα μέσα κοινωνικής δικτύωσης επιτρέπουν σε αυτούς που επηρεάστηκαν από την
καταστροφή να μεταδώσουν τις ανησυχίες τους και πιθανόν να “ακουστούν” από φορείς που μπορούν να
προσφέρουν βοήθεια, (β) Παρακολούθηση κατάστασης – παρακολουθώντας τα μέσα κοινωνικής
δικτύωσης μπορεί κανείς να αντλήσει πληροφορίες σχετικά με τις αντιδράσεις και τις σκέψεις των
πολιτών για την αποδοτικότερη βοήθεια και ενίσχυση τους, (γ) ενσωμάτωση των μέσων κοινωνικής
δικτύωσης στον σχεδιασμό έκτακτης ανάγκης και διαχείριση κρίσεων – λόγω της αμεσότητας τους
μπορούν να βοηθήσουν στην γρήγορη μετάδοση της πληροφορίας όταν είναι αναγκαίο, (δ)
Πληθοπορισμός (Crowdsourcing) - πληροφορίες που παρέχονται από τα μέσα κοινωνικής δικτύωσης από
αυτούς που έχουν πληγεί από μία καταστροφή μπορεί να φανούν πολύ πολύτιμες για τους διαχειριστές
καταστροφών π.χ. μέσω της χαρτογράφησης της κρίσης (ε) δημιουργία κοινωνικής συνοχής και
προώθηση θεραπευτικών πρωτοβουλιών - τα μέσα κοινωνικής δικτύωσης μπορούν να βοηθήσουν τους
ανθρώπους να νιώθουν μέρος ορισμένων πρωτοβουλιών και να προωθήσουν τον εθελοντισμό, (στ)
μπορούν να χρησιμοποιηθούν τα ώστε να ξεκινήσουν ή να προωθήσουν εκκλήσεις συγκέντρωσης
κεφαλαίων για καταστροφές, (ζ) έρευνα - η κατανόηση των κοινωνικών αντιδράσεων στο άγχος, τον
κίνδυνο και τις καταστροφές μπορεί να ενισχυθεί από τη χρήση των μέσων κοινωνικής δικτύωσης.
Τέλος, ο Dufty, συνοψίζει σε έναν πίνακα τις χρήσεις του Twitter που είχαν καταγραφεί έως τότε
σύμφωνα με τη βιβλιογραφία, αναφέροντας επίσης την φάση από τον κύκλο ζωής μιας καταστροφής
στην οποίο έγκειται η κάθε μία. Ο κύκλος ζωής της διαχείρισης μίας καταστροφής περιλαμβάνει τον
μετριασμό (mitigation), την ετοιμότητα (preparedness), την προειδοποίηση (warning), την ανταπόκριση
(response) και την ανάκαμψη (recovery).
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Εικόνα 3. Οι κύριες χρήσεις του Twitter στη διαχείριση έκτακτης ανάγκης10

Σύμφωνα με τα παραπάνω, είναι εμφανές ότι η χρήση των μέσων κοινωνικής δικτύωσης και πιο
συγκεκριμένα του Twitter, μπορεί να φανεί πολύ χρήσιμη στη διαχείριση των καταστροφών με πολλούς
διαφορετικούς τρόπους, ειδικά εάν λάβουμε υπόψη ότι έκτοτε το ποσοστό χρήσης αυτών των μέσων
παγκοσμίων έχει φτάσει το 53.6% σύμφωνα με το Statista.

2.7.2 Ταξινόμηση Tweets ανάλογα με το κύριο θέμα τους με αλγορίθμους
μηχανικής μάθησης

Οι ερευνητές την περασμένη δεκαετία έχουν αναλύσει διάφορες μεγάλες καταστροφές οι οποίες έχουν
γίνει παγκόσμιο θέμα συζήτησης. Κάποιες από τις καταστροφές που έχουν αναλυθεί στο παρελθόν είναι η
πλημμύρα στο Chennai της Ινδίας, ο τυφώνας Sandy, ο τυφώνας Harvey, καθώς και η πλημμύρα στη
Νότια Καρολάινα.

10 Dufty, 2016
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Οι Nair, Ramya και Sivakumar (2017) διεξήγαγαν ανάλυση σε δεδομένα από την πλημμύρα στο Chennai
της Ινδίας. Η συγκεκριμένη πλημμύρα συνέβη το 2015 στην Ινδία, ως συνέπεια της χειρότερης
βροχόπτωσης που συνέβη στην περιοχή τα προηγούμενα 100 χρόνια. Η συγκεκριμένη καταστροφή
επηρέασε περίπου 1.8 εκατομμύρια ανθρώπους, δημιουργώντας ζημίες της τάξεως των 3 έως 13
δισεκατομμυρίων αμερικάνικων δολαρίων.
Τα δεδομένα που διαχειρίστηκαν οι συγκεκριμένοι ερευνητές ήταν Tweets τα οποία είχαν 17
χαρακτηριστικά (όπως το ID του χρήστη, το κείμενο του Tweet, τα likes που πήρε το συγκεκριμένο
Tweet, τους followers που έχει ο χρήστης που έκανε τη δημοσιοποίηση κ.α). Η ανάλυση διεξήχθηκε με τη
βοήθεια του εργαλείου Weka. Το συγκεκριμένο εργαλείο αποτελείται από μία συλλογή αλγορίθμων
μηχανικής μάθησης για τη διεξαγωγή εργασιών εξόρυξης δεδομένων, συνδυάζει μία ποικιλία εργαλείων
για την προετοιμασία των δεδομένων, για ταξινόμηση, παλινδρόμηση, την ομαδοποίηση, εύρεση
συσχετίσεων, καθώς και την οπτικοποίηση των αποτελεσμάτων.
Πραγματοποιώντας ανάλυση με λέξεις κλειδιά, διαπιστώθηκε πως τα δεδομένα από το συγκεκριμένο
σύνολο δεδομένων μπορούν να ταξινομηθούν σε πέντε διαφορετικές κατηγορίες, αυτές είναι: (α) Ανάγκη
για βοήθεια, (β) μέτρα καταπολέμησης προβλήματος, (γ) έκφραση ευγνωμοσύνης, (δ) έκφραση
παραπόνων και (ε) άλλο. Στη συνέχεια, έγινε ανάλυση της εμφάνισης της κάθε κατηγορίας αναλογικά με
το χρονοδιάγραμμα της καταστροφής. Πιο συγκεκριμένα, κατά τη διάρκεια της καταστροφής, τα θέματα
που εμφανιζόντουσαν συχνότερα ήταν τα (α) και (β), ενώ μετά την καταστροφή επικρατούσαν τα
υπόλοιπα 3.
Η ταξινόμηση των tweets έγινε με αλγορίθμους ταξινόμησης και πιο συγκεκριμένα χρησιμοποιήθηκαν
Δέντρα Αποφάσεων, Τυχαία Δάση και ο αλγόριθμος Naive Bayes. Σε αυτή την ανάλυση τα τυχαία δάση
είχαν accuracy ίσο με 99.74%, ενώ ακολουθούσαν τα δέντρα αποφάσεων με 97.92% και το Naive Bayes
με 67.8%. Στη συνέχεια, το precision που πέτυχαν οι συγκεκριμένοι αλγόριθμοι ήταν, αντίστοιχα,
0.997%, 0.98%, and 0.771% το recall ήταν 0.997, 0.979, and 0.688. Συνεπώς, τα καλύτερα αποτελέσματα
έδειξαν τα τυχαία δάση, ενώ πολύ ικανοποιητικά ποσοστά είχε επίσης και το Δέντρο Αποφάσεων.
Τέλος, οι συγκεκριμένοι αναλυτές βρήκαν τους χρήστες με τη μεγαλύτερη επιρροή στην συγκεκριμένη
καταστροφή. Αυτή η κατάταξη έγινε με βάση τον αριθμών των tweets που είχε ο κάθε χρήστης, τον
αριθμό των retweet που είχαν οι δημοσιοποιήσεις τους και τέλος τον αριθμό των ακολούθων που έχουν.

Οι Jamali, Nejat, Ghosh, Jin, Cao (2019) χρησιμοποίησαν δεδομένα από τον τυφώνα Sandy. Αυτός ο
τυφώνας συνέβη το 2012, επηρεάζοντας κυρίως τις Μπαχάμες, την ανατολική πλευρά των Ηνωμένων
Πολιτειών της Αμερικής, τις Βερμούδες και τον ανατολικό Καναδά. Υπολογίζεται πως εξαιτίας της
συγκεκριμένης καταστροφής πάνω από 8.5 εκατομμύρια άνθρωποι έμειναν χωρίς ρεύμα ενώ
καταστράφηκαν περίπου 650.000 σπίτια. Ταυτόχρονα οι ζημίες που πραγματοποιήθηκαν προσεγγίζουν τα
70.2 δισεκατομμύρια αμερικάνικα δολάρια (USD). Η καταστροφή διήρκησε 10 ημέρες, αλλά η
συγκεκριμένη έρευνα εστίασε στην ανάλυση των δεδομένων μετά την καταστροφή, με σκοπό την
βοήθεια στην αποκατάσταση των ζημιών.
Αρχικά, έγινε η συλλογή δεδομένων (με συγκεκριμένες λέξεις-κλειδιά) και η προεπεξεργασία των
δεδομένων. Στη συνέχεια, η συγκεκριμένη έρευνα έκανε ένα διαχωρισμό ανάμεσα στα tweets που
δημοσιοποιήθηκαν από χρήστες που βίωσαν αυτοπροσώπως την καταστροφή και αυτά που έγιναν από
κάποιον που απλά σχολίαζε αυτή την καταστροφή. Έπειτα, επιχείρησαν να κάνουν το σύνολο δεδομένων
ακόμη πιο συγκεκριμένο, εστιάζοντας σε tweets από τη Νέα Υόρκη, ενώ τέλος, υπολογίζοντας πόσα

51



tweets πραγματοποιήθηκαν από συγκεκριμένες περιοχές επιχείρησαν να κάνουν μία εκτίμηση για το από
ποια περιοχή της Νέας Υόρκης προέρχεται ο κάθε χρήστης. Τότε, απέρριψαν τα tweets των χρηστών που
δεν μπορούσαν να υπολογίσουν με σχετική ακρίβεια την περιοχή προέλευσης τους και έτσι
δημιούργησαν το τελικό τους σύνολο δεδομένων, το οποίο περιείχε περίπου 2.000.000 tweets. Τότε,
συνέχισαν με τη μοντελοποίηση των δεδομένων για την εύρεση της κατηγορίας όπου ανήκει το κάθε
Tweet. Για να επιτευχθεί αυτό, χρησιμοποιήθηκε η τεχνική Latent Dirichlet Allocation, όμως αναφέρουν
πως επειδή τα αποτελέσματα δεν ήταν αρκετά συγκεκριμένα, επιλέχθηκε εν τέλει η μέθοδος Dynamic
Query Expansion (DQE). Τότε παρατηρήθηκαν συνολικά τέσσερις κύριες κατηγορίες: (α) αυτά που ήταν
σχετικά με την πίστη, (β) αυτά που σχετίζονται με δημόσιες εγκαταστάσεις και υποδομές, (γ) αυτά που
αφορούν δημόσιες και διαπροσωπικές σχέσεις, (δ) αυτά που αφορούν οικονομικά προβλήματα. Αφού
πραγματοποιήθηκαν αυτά τα βήματα και οι ερευνητές συνέλεξαν δεδομένα σχετικά με τα δημογραφικά
στοιχεία των συγκεκριμένων περιοχών, εφάρμοσαν παλινδρόμηση dirichlet προκειμένου να βρουν
συσχετισμούς ανάμεσα στα συγκεκριμένα θέματα, τις διαφορετικές περιοχές, ανάλογα με τα διαφορετικά
δημογραφικά χαρακτηριστικά. Τέλος, εφάρμοσαν τον ίδιο αλγόριθμο στα δεδομένα των χρηστών που δεν
βίωσαν την καταστροφή.
Τα συμπεράσματα στα οποία οδηγήθηκαν οι συγκεκριμένοι ερευνητές είναι ότι οι χρήστες που βίωσαν
άμεσα την καταστροφή, ενώ ήταν λιγότεροι δημοσιοποιούσαν περισσότερα tweets και αναζητούσαν
ψυχολογική υποστήριξη μέσα από τα μέσα κοινωνικής δικτύωσης. Παρατηρήθηκε συσχέτιση των tweets
που είχαν θέμα σχετικό με δημόσιες εγκαταστάσεις και υποδομές με χρήστες που απασχολούνται στον
τομέα της γεωργίας, ενώ τα tweets που αφορούσαν δημόσιες και διαπροσωπικές σχέσεις προερχόντουσαν
συχνά από χρήστες στον χώρο της τεχνολογίας. Τέλος, ενδιαφέρουσες διαφορές παρατηρήθηκαν στα
tweets που ήταν σχετικά με την πίστη, καθώς εντοπίστηκε μεγάλη διαφορά ανάμεσα στους χρήστες με
υψηλό και χαμηλό εισόδημα. Πιο συγκεκριμένα, παρατήρησαν ότι οι χρήστες με χαμηλότερο εισόδημα
είναι λιγότερο πιθανό να δημοσιοποιήσουν κάποιο tweet σχετικό με την πίστη, σε αντίθεση με χρήστες
που έχουν υψηλότερο εισόδημα.

Οι Karami, Shah, Vaesi και Bansal (2017) ανέπτυξαν το μοντέλο τους χρησιμοποιώντας δεδομένα από
την πλημμύρα στην Νότια Καρολάινα, ο οποίο έλαβε χώρα το 2015. Αυτή η καταστροφή υπολογίζεται
πως επηρέασε περίπου 40.000 ανθρώπους ενώ δημιούργησε ζημίες οι οποίες ανέρχονται στο ύψος των 2
δισεκατομμυρίων USD.
Το συγκεκριμένο άρθρο προτείνει μία δομή για την ενίσχυση της επίγνωσης μία κατάστασης εν μέσω
καταστροφής με τη βοήθεια του Twitter. Αυτή τη δομή την ονομάζει TwiSA (Twitter Situational
Awareness) και αποτελείται από 4 κομμάτια: τη συλλογή δεδομένων, ανάλυση συναισθήματος (sentiment
analysis), χρονική ανακάλυψη θεματικής των μηνυμάτων (Temporal Topic Discovery) και ανάλυση
περιεχομένου.
Σύμφωνα με την προτεινόμενη δομή, αρχικά τα δεδομένα συλλέγονται είτε μέσω από το API του Twitter
είτε από κάποιο αυτόνομο φορέα που μπορεί να παρέχει αυτά τα δεδομένα.
Το επόμενο βήμα είναι η ανάλυση συναισθήματος, η οποία πραγματοποιείται με τη βοήθεια του
εργαλείου Linguistic Inquiry and Word Count (LIWC) το οποίο είναι ένα εργαλείο γλωσσολογικής
ανάλυσης το οποίο αποκαλύπτει πληροφορίες σχετικά με τις σκέψεις, την προσωπικότητα και τα κίνητρα
κάποιου tweet στηριζόμενο σε προσέγγιση βασισμένη σε λεξικά. Σε αυτό το σημείο, οι ερευνητές
οδηγήθηκαν στο συμπέρασμα ότι ανάμεσα σε αυτά τα δεδομένα 217,074 ήταν αρνητικά tweets, 529,150
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ήταν ουδέτερα tweets, and 217,183 ήταν θετικά tweets. Ενώ, εφάρμοσαν την ίδια τεχνική ώστε να κάνουν
μία αντίστοιχη ανάλυση για κάθε μέρα ξεχωριστά και τότε εντόπισαν από ~12700 έως ~30000 αρνητικά
tweets ανά ημέρα.
Έπειτα, πραγματοποιείται η χρονική ανακάλυψη θεματικής. Για αυτό το βήμα οι ερευνητές υποστηρίζουν
πως ενώ τα τελευταία χρόνια τα νευρωνικά δίκτυα είναι αυτά που επικρατούν για αυτού του είδους την
ανάλυση, στην προκειμένη περίπτωση, λόγω του όγκου των δεδομένων, η επιλογή αυτή θα ήταν
χρονοβόρα και κοστοβόρα. Επομένως, προτείνεται η τεχνική Latent Dirichlet Allocation (LDA), με τη
χρήση της οποίας οδηγούνται σε 25 θεματικές/ ημέρα για τις 13 ημέρες της καταστροφής.
Το τελευταίο βήμα είναι η ανάλυση του περιεχομένου, σε αυτό το βήμα, λαμβάνοντας υπόψη τόσο τους
όρους που εμφανιζόντουσαν περισσότερο από το προηγούμενο βήμα αυτής της ανάλυσης, όσο και τις
πληροφορίες που είχαν από τοπικές αναφορές έβγαζαν συμπεράσματα σχετικά με το γενικό περιεχόμενο
του tweet. Για παράδειγμα, σε μία περίπτωση που οι συχνοί όροι ήταν οι λέξεις “δρόμος”, “καταστροφή”,
“έξοδος” έδωσαν την ετικέτα “καταστροφή δρόμου”.
Τα ευρήματα έδειξαν ότι αυτή η έρευνα βοηθά την επίγνωση της κατάστασης προς ορισμένες
κατευθύνσεις. Η πρώτη είναι παρέχοντας μια μεγάλη εικόνα των ζημιών και των ανησυχιών του κοινού.
Αυτή η μεγάλη εικόνα μπορεί να βοηθήσει την πολιτεία και τις ομοσπονδιακές υπηρεσίες να έχουν
καλύτερη εκτίμηση κόστους και κατανομή πόρων. Αυτή η μελέτη μπορεί να δώσει στους φορείς μια
λίστα με προτεραιότητες για κάθε μέρα. Για παράδειγμα, αναφέρουν ότι θα μπορούσε η εξέταση και η
αντιμετώπιση της ασφαλιστικής ανησυχίας τις πρώτες πέντε ημέρες της καταστροφής να ήταν εξαιρετική
στρατηγική για να ηρεμήσει ο κόσμος χωρίς άμεσο κόστος.

Οι Karimiziarani, Jafarzadegan, Abbaszadeh, Shao, Moradkhani (2022) εστίασαν στην ανάλυση
δεδομένων σχετικά με τον τυφώνα Harvey με σκοπό την επίγνωση ρίσκου ενός κινδύνου και τη
διαχείριση καταστροφών. Ο τυφώνας Harvey συνέβη το 2017 επηρεάζοντας τις Νότιες και Ανατολικές
Ηνωμένες Πολιτείες και τη Νότιο Ανατολική Αμερική, επηρεάζοντας περίπου 13 εκατομμύρια
ανθρώπους και προκαλώντας ζημιές της τάξεως των 125 δισεκατομμυρίων USD.
Οι συγκεκριμένοι ερευνητές ανέπτυξαν ένα δείκτη επίγνωσης ρίσκου του κινδύνου (Hazard Risk
Awareness, HRA) μίας καταστροφής συνυπολογίζοντας δεδομένα όπως το πλήθος των tweets, τον
πληθυσμό, το ρυθμό χρήσης του διαδικτύου και τα χαρακτηριστικά της καταστροφής ανά περιοχή.
Χρησιμοποίησαν ένα σύνολο δεδομένων με συνολικά 1.8 εκατομμύρια tweets στο οποίο εφάρμοσαν
μοντέλα Επεξεργασίας Φυσικής Γλώσσας και στατιστικές τεχνικές προκειμένου να βγάλουν
συμπεράσματα από τις δημοσιοποιήσεις των ατόμων κατά τη διάρκεια της καταστροφής. Έτσι
πραγματοποίησαν μία κατηγοριοποίηση των tweets ανά χώρα με σκοπό την ενίσχυση της διαχείρισης της
καταστροφής ανά περίπτωση, τόσο ως προς την αντιμετώπιση των συνεπειών όσο και ως προς την
προετοιμασία των πολιτών για τέτοιες καταστροφές.
Τον συγκεκριμένο δείκτη τον ορίζουν ως:

𝐻𝑅𝐴 =  (αριθµός σχετικών 𝑡𝑤𝑒𝑒𝑡𝑠)𝑚

(ℎ𝑎𝑧𝑎𝑟𝑑)𝑛

αριθµός σχετικών 𝑡𝑤𝑒𝑒𝑡𝑠 =  
𝑁

𝑡𝑤𝑒𝑒𝑡𝑠

𝑃𝑜𝑝𝑢𝑙𝑎𝑡𝑖𝑜𝑛 ×𝑃𝑟
𝑖𝑛𝑡𝑒𝑟𝑛𝑒𝑡
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ℎ𝑎𝑧𝑎𝑟𝑑
𝑡
 =  𝑃

𝑡 
× 𝑊

𝑡
Όπου τα και το population δηλώνουν αντίστοιχα τον συνολικό αριθμό των tweets και του𝑁

𝑡𝑤𝑒𝑒𝑡𝑠

πληθυσμού αντίστοιχα και για τον υπολογισμό του κινδύνου (τον οποίο θεωρούν χρονοεξαρτώμενη
μεταβλητή) πολλαπλασιάζουν την βροχόπτωση με την ταχύτητα του ανέμου για μία ημέρα t, συνεπώς για
άλλου είδους καταστροφές αυτός ο τύπος πρέπει να τροποποιηθεί. Τέλος οι παράμετροι m και n
αντιπροσωπεύουν τα βάρη του συνολικού αριθμού tweets και του hazard αντίστοιχα.
Στη συνέχεια, αφού είχαν συλλέξει αυτά τα δεδομένα και προ επεξεργάστηκαν τα δεδομένα τους
αφαιρώντας τους συνδέσμους, τα stop-words, τις αναφορές χρήστη, τα emojis και τα σημεία στίξης,
προχώρησαν στην επεξεργασία του κειμένου. Εφάρμοσαν την τεχνική LDA ώστε να βρουν τα θέματα
που αναφέρονται στα tweets τους και χρησιμοποίησαν τυχαία δάση για να κάνουν την ταξινόμηση των
tweets στο εκάστοτε θέμα. Τα θέματα που ανέδειξε η ανάλυση τους ήταν τα εξής: (α) προειδοποιήσεις και
πληροφορίες σχετικά με τον τυφώνα, (β) καταστροφές και τραυματισμοί, (γ) βοήθεια, δωρεές και
ανάκτηση καταστροφών, (δ) άλλα θέματα.
Τέλος, το συγκεκριμένο άρθρο παρουσιάζει τα αποτελέσματα μίας σειράς πειραμάτων, πιο συγκεκριμένα
αρχικά υπολογίζει τον δείκτη HRA για διαφορετικές χώρες, παρουσιάζοντας τη διαφορά στην επίγνωση
των πολιτών από διαφορετικές περιοχές, ενώ πραγματοποιώντας ξεχωριστή ανάλυση ανά ημέρα της
καταστροφής δείχνει πως ενώ τις πρώτες ημέρες το θέμα που επικρατεί στα δεδομένα είναι τα δεδομένα
και οι προειδοποιήσεις, προς το τέλος της καταστροφής το περιεχόμενα εστιάζει στις δωρεές και τη
βοήθεια.

Όπως προαναφέρθηκε η συγκεκριμένη διπλωματική εργασία, εστιάζει στην ανάλυση της πυρκαγιάς που
ξέσπασε το καλοκαίρι του 2021 στην Εύβοια. Η συγκεκριμένη φυσική καταστροφή, παρόλο που είναι μία
από τις μεγαλύτερες που συνέβησαν στην Ελλάδα τα τελευταία χρόνια, είναι πολύ μικρότερης έκτασης
από αυτές που έχουν αναλυθεί παραπάνω, όσον αφορά τις ζημίες και τους ανθρώπους που επηρεάστηκαν.
Στόχος είναι, λοιπόν, η μελέτη των αποτελεσμάτων σε μικρότερες αλλά σημαντικές καταστροφές όπως
και σε αυτήν.

2.7.3 Δημιουργία συστήματος αποδοτικής ανάθεσης πόρων κατά τη διάρκεια
καταστροφών με δεδομένα από το Twitter.

Οι Che, Elmes, Ye και Chang (2016) ανέλυσαν tweets σχετικά με τον τυφώνα Joaquin, που έλαβε χώρα
το 2015 επηρεάζοντας περιοχές από τις νότιο-ανατολικές Ηνωμένες Πολιτείες έως και το Μαρόκο,
εστιάζοντας στις επιπτώσεις στη Νότια Καρολάινα. Η συγκεκριμένη καταστροφή οδήγησε σε
χρηματικές ζημίες της τάξεως των 200 δισεκατομμυρίων USD, ενώ στην περιοχή που εστίασαν οι
συγκεκριμένοι ερευνητές κατέστρεψε περίπου 155.000 σπίτια, επηρεάζοντας με αυτόν τον τρόπο
τουλάχιστον 350.000 ανθρώπους μόνο στη Νότια Καρολάινα.
Στόχος της συγκεκριμένης έρευνας είναι η ανάπτυξη ενός συστήματος σε πραγματικό χρόνο,
εκμεταλλευόμενο δεδομένα από το Twitter για την αποδοτική κατανομή πόρων κατά τη διάρκεια μιας
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καταστροφής. Πιο συγκεκριμένα, αναπτύσσεται μία πρωτότυπη Web Geographic Information System
(WebGIS) πλατφόρμα που περιλαμβάνει τρία στοιχεία: το στοιχείο της χαρτογράφησης, το οποίο παρέχει
στους χρήστες μια δυνατότητα για προβολή των γεωγραφικών δεδομένων που παρέχονται εθελοντικά
από άτομα Volunteered Geographic Information (VGI) σε διαφορετικούς χάρτες, το στοιχείο της
συλλογής tweets, το οποίο επιτρέπει στους χρήστες να συλλέγουν tweets με βάση τις προδιαγραφές που
επιθυμούν, π.χ. αναζήτηση τοποθεσιών, χρονικά πλαίσια αναζήτησης, λέξεις-κλειδιά αναζήτησης και
τέλος το κομμάτι διαχείρισης και ανάλυσης του VGI, το οποίο αποθηκεύει Tweets με γεωγραφική
ετικέτα, βάζει χρονικές σημάνσεις στα συλλεχθέντα δεδομένα και εφαρμόζει κάποιες χωροχρονικές
συναρτήσεις.
Αυτό το σύστημα ενισχύει την αποδοτική κατανομή πόρων κατά τη διάρκεια μιας καταστροφής, καθώς:
(α) τα tweets συλλέγονται σε (περίπου) πραγματικό χρόνο, χαρακτηριστικό πολύ σημαντικό καθώς στις
περισσότερες καταστροφές οι πληροφορίες είναι κρίσιμες και δεν είναι εύκολα άμεσα διαθέσιμες από
επίσημες πηγές, (β) τα δεδομένα αποθηκεύονται σε κατανεμημένη γεωχωρική βάση δεδομένων, γεγονός
που σημαίνει ότι μπορεί οποιοσδήποτε να έχει πρόσβαση από διαφορετικές τοποθεσίες, αυτό επιτρέπει σε
ενδιαφερόμενους οργανισμούς να έχουν πρόσβαση στα δεδομένα σε πραγματικό χρόνο για τη δική τους
ανάλυση των δεδομένων, (γ) ως εφαρμογή χαρτογράφησης ιστού, παρέχει πληροφορίες για τις
τοποθεσίες που έχουν απαιτήσεις για πόρους, έτσι οι επαγγελματίες μπορούν να λάβουν κατάλληλες
αποφάσεις με βάση τα δεδομένα που συλλέχθηκαν, (δ) η διαδικτυακή εφαρμογή οργανώνει το διάγραμμα
των συλλεχθέντων tweets σε διαφορετικές κατηγορίες αναζήτησης επιτρέποντας στους χρήστες να
επικεντρωθούν στην κατηγορία των πόρων που τους ενδιαφέρει.

2.7.4 Δημιουργία συστήματος έγκαιρης προειδοποίησης για τσουνάμι με τη χρήση
δεδομένων του Twitter.

Οι Chatfield και Brajawidagda (2012) εστιάζουν στην ανάλυση δεδομένων από το σεισμό που έλαβε
χώρα στην Ινδονησία το 4 Νοεμβρίου του 2012, οποίος θα μπορούσε να είχε οδηγήσει σε τσουνάμι. Στην
Ινδονησία υπολογίζεται πως από το διάστημα 2003 έως και 2012 περίπου 168.470 άνθρωποι έχασαν τη
ζωή τους ενώ επηρεάστηκε η ζωή 3.75 ανθρώπων.
Το ερώτημα που κλήθηκαν να απαντήσουν οι συγκεκριμένοι ερευνητές είναι: “Μπορεί το Twitter να
λειτουργήσει ως ένα μέσο μέσω έγκαιρης προειδοποίησης για Τσουνάμι” και “Και αν μπορεί, πώς αυτό
το δίκτυο έγκαιρης προειδοποίησης για τσουνάμι διαδίδει tweets σε πολύ περιορισμένο χρονικό
διάστημα;”. Για να απαντήσουν σε αυτά τα ερωτήματα, οι συγκεκριμένοι ερευνητές ανέλυσαν τη ροή της
πληροφορίας που προερχόταν από το φορέα BMKG, έναν κρατικό φορέα για την άμεση προειδοποίηση
των πολιτών σχετικά με φυσικές καταστροφές, έτσι έφτιαξαν σύνολο δεδομένων από 6.380 tweets που
προερχόταν από τον φορέα και τους ακολούθους αυτού του λογαριασμού.
Σύμφωνα με αυτή την έρευνα, ο συγκεκριμένος φορέας δημοσιοποίησε το πρώτο tweet προειδοποίησης
για τσουνάμι 6 λεπτά και 7 δευτερόλεπτα μετά τον σεισμό και στη συνέχεια οι ακόλουθοι του
λογαριασμού αυτού έκαναν retweet αυτής της δημοσιοποίησης, έτσι μέσα σε 15 λεπτά από τη στιγμή του
σεισμού, 4.102.730 χρήστες του twitter είχαν ενημερωθεί για τον ενδεχόμενο κίνδυνο για τσουνάμι. Με
βάση αυτά τα δεδομένα, θεωρούν πως το twitter μπορεί να αποτελέσει ένα πολύ χρήσιμο μέσο για την
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άμεση ενημέρωση του κοινού σχετικά τσουνάμι και κατ επέκταση για άλλες καταστροφές καθώς έχει τη
δυνατότητα να μεταδώσει την πληροφορία σε ένα πολύ μεγάλο κοινό πολύ γρήγορα. Ωστόσο, αναφέρουν
πως μελλοντικά θα πρέπει να διερευνηθεί η ποιότητα της πληροφορίας που μεταδίδεται.

3. Τεχνικό Υπόβαθρο
Για την ανάπτυξη της συγκεκριμένης διπλωματικής εργασίας γράφτηκε κώδικας στη γλώσσα Python,
χρησιμοποιώντας διαφορετικές βιβλιοθήκες οι οποίες θα αναλυθούν παρακάτω.
Επίσης, για την αποθήκευση των δεδομένων, χρησιμοποιήθηκε ο τύπος αρχείου csv ο οποίος επίσης θα
αναλυθεί παρακάτω.

3.1 Python & Βιβλιοθήκες
Η Python είναι μια γλώσσα προγραμματισμού γενικής χρήσης και υψηλού επιπέδου που χρησιμοποιείται
ευρέως σε διαφορετικούς τομείς με διαφορετικούς σκοπούς. Αρχικά σχεδιάστηκε από τον Guido van
Rossum το Δεκέμβριο του 1989 και αναπτύχθηκε από το Python Software Foundation, ως η συνέχεια της
προγραμματιστικής γλώσσας ABC η οποία θα ήταν ικανή να διαχειριστεί εξαιρέσεις και να αλληλεπιδρά
με το λειτουργικό σύστημα Amoeba.
Ο Guido van Rossum εξακολουθεί να είναι ο υπεύθυνος συγγραφέας για την Python ενώ συνεχίζει να
έχει το λόγο για την κατεύθυνση που θα παίρνει η συγκεκριμένη γλώσσα προγραμματισμού.

Η πρώτη τελική μορφή της Python δημοσιοποιήθηκε το 1991 (η έκδοση 1.0), ενώ έκτοτε έχουν
δημοσιοποιηθεί δύο ακόμη εκδόσεις, η 2.0 τον Οκτώβρη του 2000 και η 3.0 το Δεκέμβρη του 2008. Με
την τελευταία έκδοση η Python έγινε πολύ πιο διαφανής προς την κοινότητα ενώ και η ανάπτυξή της
στηρίζεται πλέον πολύ περισσότερο σε αυτή. Στη συγκεκριμένη εργασία χρησιμοποιήθηκε η έκδοση
3.7.13.

Η φιλοσοφία της Python στηρίζεται κυρίως στην απλότητα. Για αυτό και η ανάπτυξη της έγινε με
προτεραιότητα την ευκολία ανάγνωσης του κώδικα, ενώ σκοπός των δημιουργών της ήταν, να επιτρέπει
στους προγραμματιστές να εκφράζουν βασικές έννοιες με πολύ λιγότερες γραμμές κώδικα. Έτσι, παρέχει
δομές που επιτρέπουν τη συγγραφή καθαρών προγραμμάτων τόσο μικρής όσο και μεγαλύτερης κλίμακας.
Η Python είναι μια γλώσσα προγραμματισμού που μπορεί να χρησιμοποιηθεί σε πολλαπλά
παραδείγματα, καθώς παρέχει πλήρη υποστήριξη του αντικειμενοστρεφούς προγραμματισμού όπως και
του δομημένου προγραμματισμού ενώ παρέχει έναν αριθμό γλωσσικών χαρακτηριστικών που
υποστηρίζουν και το λειτουργικό προγραμματισμό (Gowrishankar & Veena, 2018).

Τέλος, εκτός από την απλότητα και την ευελιξία της, ακόμη ένας λόγος που κάνει την Python να
ξεχωρίζει ανάμεσα στις υπόλοιπες γλώσσες προγραμματισμού, είναι η πρόσβαση που διαθέτει στα
πολλαπλά πακέτα που έχουν δημιουργηθεί από τρίτους. Πιο συγκεκριμένα, όπως αναγράφεται και στην
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επίσημη ιστοσελίδα της Python11, το Python Package Index (PyPI) φιλοξενεί χιλιάδες λειτουργικές
μονάδες τρίτων για την Python. Συνεπώς, τόσο η τυπική βιβλιοθήκη της Python όσο και οι ενότητες που
συνεισφέρονται από την κοινότητα παρέχουν πολλαπλές δυνατότητες με τη χρήση της συγκεκριμένης
γλώσσας. Παρέχουν, δηλαδή, τα εργαλεία ώστε πολλές χρήσιμες και συνήθεις λειτουργίες να γίνονται
άμεσα και γρήγορα διαθέσιμες για την ανάπτυξη μεγαλύτερων προγραμμάτων. Στις παρακάτω
παραγράφους αναλύονται οι βιβλιοθήκες που χρησιμοποιήθηκαν για την ανάπτυξη της συγκεκριμένης
διπλωματικής εργασίας.

3.1.1 NumPy

Το NumPy12 είναι ένα έργο ανοιχτού κώδικα που αναπτύχθηκε το 2005 από τον Travis Oliphant με σκοπό
να επιτρέψει τους αριθμητικούς υπολογισμούς με την Python.
Πρόκειται για μια βιβλιοθήκη Python που παρέχει ένα αντικείμενο πολυδιάστατο-πίνακα, διάφορα
παράγωγα αντικείμενα (όπως masked πίνακες και matrices) και μια ποικιλία από ρουτίνες για γρήγορους
υπολογισμούς σε πίνακες, συμπεριλαμβανομένων μαθηματικών, λογικών, χειρισμού διαστάσεων πίνακα,
ταξινόμησης, επιλογής, εισόδου/εξόδου, διακριτούς μετασχηματισμούς Fourier, βασική γραμμική
άλγεβρα, βασικές στατιστικές πράξεις, τυχαία προσομοίωση και πολλά άλλα.

3.1.2 Pandas

Η βιβλιοθήκη Pandas13 πρόκειται για μία βιβλιοθήκη ανάλυσης δεδομένων, η οποία αναπτύχθηκε το 2008
από το AQR Capital Management και πιο συγκεκριμένα από τον Wes McKinsey, ο οποίος είχε εντοπίσει
την ανάγκη ανάπτυξης ενός ισχυρού και ευέλικτου εργαλείου ανάλυσης.
Το Pandas είναι χτισμένο πάνω σε δύο βασικές βιβλιοθήκες την Python—matplotlib για την
οπτικοποίηση δεδομένων και την NumPy για μαθηματικές πράξεις. Το Pandas λειτουργεί ως περιτύλιγμα
σε αυτές τις βιβλιοθήκες, επιτρέποντάς την πρόσβαση σε πολλές από τις μεθόδους του matplotlib και του
NumPy με λιγότερο κώδικα.
Ένα από τα σημαντικότερα πλεονεκτήματα αυτής της βιβλιοθήκης είναι ότι προσφέρει ευέλικτες δομές
δεδομένων που χρησιμοποιούνται από πολλούς ερευνητές, με βασικότερο παράδειγμα αυτών το
DataFrame, μία δομή δεδομένων που στην οργάνωση των δεδομένων μοιάζει με πίνακα, ενώ ταυτόχρονα
επιτρέπει την ευκολότερη επεξεργασία των δεδομένων που περιέχει.

3.1.3 Matplotlib

H Matplotlib14 δημιουργήθηκε το 2003 από τον John Hunter. Είναι μια ολοκληρωμένη βιβλιοθήκη για τη
δημιουργία στατικών, κινούμενων και διαδραστικών απεικονίσεων στην Python. Πιο συγκεκριμένα,

14 https://matplotlib.org/
13 https://pandas.pydata.org/about/index.html
12 https://numpy.org/doc/stable/
11 https://www.python.org/about/
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παρέχει τη δυνατότητα απεικόνισης μεγάλου όγκου δεδομένων σε γραφικές παραστάσεις, επεξεργασίας
της οπτικής παρουσίασης αυτών των απεικονίσεων και εξαγωγής τους σε πολλές διαφορετικές μορφές

3.1.4 Seaborn

Η βιβλιοθήκη Seaborn15 αναπτύχθηκε από τον   Michael Waskom. Πρόκειται επίσης για μία βιβλιοθήκη
οπτικοποίησης δεδομένων, η οποία έχει βασιστεί στο matplotlib και είναι στενά συνδεδεμένη με δομές
δεδομένων pandas στην Python. Η οπτικοποίηση είναι το κεντρικό τμήμα του Seaborn που βοηθά στην
εξερεύνηση και την κατανόηση δεδομένων, ενώ παρέχει και άλλες βασικές λειτουργίες όπως: API
προσανατολισμένο σε σύνολο δεδομένων για τον προσδιορισμό της σχέσης μεταξύ των μεταβλητών,
αυτόματη εκτίμηση και σχεδίαση διαγραμμάτων γραμμικής παλινδρόμησης και οπτικοποίηση δεδομένων
με distribution plots, pie charts, scatter plots, pair plots, heat maps.

3.1.5 Natural Language Toolkit (NLTK)

Το NLTK16 είναι ένα εργαλείο που δημιουργήθηκε το 2001 στο τμήμα επιστήμης υπολογιστών και
πληροφορικής του πανεπιστημίου Pennsylvania από τους Steven Bird και Edward Loper. Πρόκειται για
μία πολύ χρήσιμη πλατφόρμα για τη δημιουργία προγραμμάτων Python τα οποία χρησιμοποιούν
δεδομένα φυσικής γλώσσας. Ακόμη, παρέχει εύχρηστες διεπαφές σε περισσότερα από 50 λεξικά όπως το
WordNet, μαζί με ένα σύνολο βιβλιοθηκών επεξεργασίας κειμένου για ταξινόμηση, tokenization,
stemming, tagging, parsing και semantic reasoning.

3.1.6 Gensim

H Gensim είναι ακόμη μία βιβλιοθήκη που χρησιμοποιείται για τη φυσική επεξεργασία γλώσσας, η οποία
δημιουργήθηκε αρχικά από τον Radim Rehurek το 2009. Σχεδιάστηκε ώστε να επεξεργάζεται μη προ
επεξεργασμένα, μη απόλυτα δομημένα ψηφιακά κείμενα με τη βοήθεια αλγορίθμων μη επιβλεπόμενης
μάθησης. Η αλγόριθμοι που παρέχει (όπως word2vec: η μετατροπή μιας λέξης σε διάνυσμα, το οποίο
επιτρέπει τη σύγκριση των λέξεων για την εύρεση ομοιοτήτων, Latent Semantic Indexing, Latent
Dirichlet Allocation και άλλα) ανακαλύπτουν αυτόματα τη σημασιολογική δομή των εγγράφων με την
εξέταση στατιστικών προτύπων συνεμφάνισης μέσα σε ένα σύνολο εγγράφων εκπαίδευσης.

16 https://www.nltk.org/
15 https://seaborn.pydata.org/introduction.html
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3.1.7 Textblob

Το Textblob17 πρόκειται για μία ακόμη βιβλιοθήκη που είναι χρήσιμη στην επεξεργασία δεδομένων
κειμένου και αναπτύχθηκε από τον Steven Loria. Η συγκεκριμένη βιβλιοθήκη έχει βασιστεί στην NLTK.
Παρέχει ένα απλό API για την ενασχόληση με διεργασίες NLP, όπως η επισήμανση μέρους του λόγου
(part-of-speech tagging), η εξαγωγή ουσιαστικών φράσεων (noun phrase extraction), η ανάλυση
συναισθημάτων (sentiment analysis), η ταξινόμηση (classification), η μετάφραση (translation) και άλλα.

3.1.8 Advertools

Η βιβλιοθήκη advertools18 δημιουργήθηκε από τον Elias Dabbas και παρόπου που θεωρείται κατά κύριο
λόγο ένα εργαλείο παραγωγικότητας και ανάλυσης για την κλιμάκωση του διαδικτυακού μάρκετινγκ,
παρέχει και ορισμένες λειτουργίες για επεξεργασία κειμένου. Κάποιες από αυτές τις λειτουργίες είναι η
εύρεση συχνότητας εμφάνισης λέξεων, η μετατροπη των URLs σε εύκολα προς επεξεργασία dataframes,
λίστες από stopwords σε 40 διαφορετικές γλώσσες (συμπεριλαμβανομένων και των ελληνικών) και
κάποιες άλλες λειτουργίες που είναι πιο εξειδικευμένες για τους Online Marketeers.

3.1.9 pyLDAvis

Η βιβλιοθήκη pyLDAvis19 δημιουργήθηκε από τον Ben Mabey το 2015. Έχει σχεδιαστεί για να βοηθά
τους χρήστες να ερμηνεύουν τα θέματα σε ένα μοντέλο θέματος που έχει προσαρμοστεί σε ένα σύνολο
δεδομένων κειμένου. Το πακέτο εξάγει πληροφορίες από ένα προσαρμοσμένο μοντέλο θεμάτων LDA για
να ενημερώσει μια web-based διαδραστική απεικόνιση.

3.1.10 SpaCy

H SpaCy20 είναι μία βιβλιοθήκη η οποία διατίθεται στην Python και την Cython (η C επέκταση της
Python) και αρχικά αναπτύχθηκε από τον Matthew Honnibal το 2015. Πρόκειται για μία δωρεάν
βιβλιοθήκη ανοιχτού κώδικα για Επεξεργασία Φυσικής Γλώσσας στην Python. Ενώ διαθέτει τη
δυνατότητα υλοποίησης διεργασιών όπως τον ορισμό ετικετών POS, ανάλυση εξάρτησης, δημιουργία
διανύσματα λέξεων, tokenization και lemmatization λέξεων και άλλα. Πέρα από τις πολλές δυνατότητες

20 https://spacy.io/
19 https://pyldavis.readthedocs.io/en/latest/readme.html
18 https://advertools.readthedocs.io/_/downloads/en/master/pdf/
17 https://textblob.readthedocs.io/en/dev/
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που διαθέτει ένα σημαντικό χαρακτηριστικό της είναι ότι υποστηρίζει περισσότερες από 66 γλώσσες για
την φυσική επεξεργασία τους.

3.1.11 Scikit Learn

Το Scikit Learn ξεκίνησε από τον David Cournapeau το 2007 ως ένα project του προγράμματος “Google
Summer of Code”, αργότερα εκείνο το χρόνο αναπτύχθηκε από τον Matthieu Bruche ως μέρος της
διπλωματικής του εργασίας ενώ εν τέλει το 2010 ανέλαβαν τη διαχείριση του Project οι Fabian
Pedregosa, Gael Varoquaux, Alexandre Gramfort and Vincent Michel η οποίοι έκαναν και τη πρώτη
δημόσια κοινοποίηση του. Το Scikit-Learn στοχεύει στην παροχή μηχανικής μάθησης σε μη ειδικούς
χρησιμοποιώντας μια γενικής χρήσης γλώσσα υψηλού επιπέδου. Πρόκειται για μία βιβλιοθήκη της
Python που ενσωματώνει ένα ευρύ φάσμα αλγορίθμων μηχανικής μάθησης για μεσαίας κλίμακας
εποπτευόμενα και μη εποπτευόμενα προβλήματα, περιλαμβάνοντας λειτουργίες όπως την υλοποίηση των
αλγορίθμων αλλά και εργαλεία για τον υπολογισμό πολλαπλών μετρικών αξιολόγησης όπως αναλύθηκαν
και παραπάνω.

3.1.12 Imbalanced-learn (Imblearn)

Η ανάπτυξη της συγκεκριμένης βιβλιοθήκης ξεκίνησε το 2014 από τον Fernando Nogueira ενώ η αρχική
του μορφή εξελίχθηκε με τη βοήθεια των Guillaume Lemaitre, Dayvid Victor, and Christos Aridas οι
οποίοι προσέθεσαν νέες λειτουργίες και την έκαναν απόλυτα συμβατή με τη βιβλιοθήκη Scikit-Learn.
Πρόκειται για μία βιβλιοθήκη που είναι χρήσιμη στις περιπτώσεις που απαιτείται η εξισορρόπηση των
συνόλων δεδομένων που είναι προκατειλημμένα προς ορισμένες κατηγορίες. Έτσι, βοηθά στην εκ νέου
δειγματοληψία των κλάσεων που κατά τα άλλα είναι υπερδειγματοληπτικά ή μη. Εάν υπάρχει
μεγαλύτερος λόγος ανισορροπίας, η έξοδος πολώνεται στην κλάση που έχει μεγαλύτερο αριθμό
παραδειγμάτων. Παρέχει διάφορες τεχνικές για υπό- και υπέρ δειγματοληψία εκ των οποίων ευρέως
διαδεδομένες είναι η Synthetic Minority Oversampling Technique (SMOTE) και η Adaptive Synthetic
(ADASYN) όπου και οι δύο δημιουργούν χαμηλά παραδείγματα, με τη διαφορά ότι το ADASYN
λαμβάνει υπόψη την πυκνότητα κατανομής για την ομοιόμορφη κατανομή των δεδομένων.

3.1.13 LightGBM (lgbm)

Το LightGBM21 είναι ένα πλαίσιο gradient boosting που αναπτύχθηκε αρχικά από τη Microsoft και πιο
συγκεκριμένα από τον Guolin Ke το 2016. Αυτό το πλαίσιο χρησιμοποιεί αλγόριθμους μάθησης

21 https://lightgbm.readthedocs.io/en/latest/
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βασισμένους σε δέντρα και η κύρια χρήση του βρίσκεται σε προβλήματα που απαιτούν κατάταξη
(ranking), ταξινόμηση (classification) και άλλες διεργασίας μηχανικής μάθησης. Τα πλεονεκτήματα του
είναι η γρήγορη ταχύτητα εκπαίδευσης και η υψηλή απόδοση, η χαμηλή χρήση μνήμης, η ακρίβεια και η
ικανότητα χειρισμού δεδομένων μεγάλης κλίμακας.

3.1.14 XGBoost

Η βιβλιοθήκη XGBoost22 δημιουργήθηκε το 2014 και διατίθεται σε πολλές γλώσσες προγραμματισμού
όπως και στην Python. Η λειτουργία που παρέχει το συγκεκριμένο πακέτο είναι η δυνατότητα χρήσης του
αλγορίθμου Extreme Gradient Boosting (xgboost) τόσο για αλγορίθμους ταξινόμησης όσο και για
αλγορίθμους παλινδρόμησης.

3.2 Μορφοποίηση Δεδομένων

3.2.1 Αρχεία CSV

Ένα αρχείο CSV (Comma Separated Values) είναι ένα αρχείο κειμένου του οποίου η μορφή επιτρέπει την
αποθήκευση δεδομένων σε μια δομή που μοιάζει με πίνακα. Πιο συγκεκριμένα, στον συγκεκριμένο τύπο
αρχείου κάθε γραμμή αντιπροσωπεύει μία εγγραφή δεδομένων και κάθε στήλη χωρίζεται με την επόμενη
της με κόμμα. Τα συγκεκριμένα αρχεία χρησιμοποιούνται ευρέως ως μία βασική μορφή δεδομένων, λόγω
της απλής δομής και της ευκολίας δημιουργίας τους, καθώς και της ευκολίας που παρουσιάζουν στην
προσπέλαση και την επεξεργασία τους με τη χρήση βιβλιοθηκών της Python όπως αναλύθηκε και
παραπάνω.

4. Twitter

4.1 Δομή Tweet
Όπως αναφέρθηκε και σε προηγούμενες ενότητες, τα δεδομένα που χρησιμοποιήθηκαν στη συγκεκριμένη
εργασία ήταν tweets, δηλαδή δημοσιοποιήσεις που έγιναν από χρήστες στην πλατφόρμα του Twitter όπως
έχουν οριστεί και στην ενότητα “1.3 Twitter”.
Όπως αναφέρθηκε εκεί, ένα tweet μπορεί να περιέχει ένα σύνολο από διαφορετικά περιεχόμενα όπως
hashtags, mentions κτλ, ωστόσο, εκτός από το περιεχόμενο υπάρχουν και κάποια άλλα στοιχεία που
χαρακτηρίζουν ένα tweet και αυτά είναι τα εξής:

22 https://xgboost.readthedocs.io/en/stable/tutorials/index.html
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1. Όνομα οθόνης: Πρόκειται για το όνομα του κάθε χρήστη το οποίο επιλέγει εκείνος και φαίνεται
στο προφίλ του, σε αυτό δεν υπάρχουν κάποιοι περιορισμοί.

2. Όνομα χρήστη: Πρόκειται για το username που επιλέγει ο κάθε χρήστης το οποίο είναι μοναδικό
για τον κάθε έναν και χρησιμοποιείται για να κάνει κανείς mention κάποιον άλλον χρήστη.

3. Ημερομηνία ή ώρα της ανάρτησης: Για tweets παλαιότερα της μίας ημέρας φαίνεται η
ημερομηνία της ανάρτησης, ενώ για tweets που δημοσιοποιήθηκαν εκείνη την ημέρα φαίνεται η
ώρα της δημοσιοποίησης είτε πριν πόσα λεπτά ή ώρες δημοσιοποιήθηκε.

4. Περιεχόμενο ανάρτησης (όπως έχει αναλυθεί): μπορεί να περιέχει κείμενο, συνδέσμους, εικόνες,
βίντεο, δημοσκοπήσεις, mentions, hashtags

5. Δυνατότητα για σχολιασμό (ταυτόχρονα φαίνεται και ο αριθμός σχολίων που υπάρχουν για ένα
tweet): Επιτρέπει στους χρήστες να αφήσουν κάποιο σχόλιο κάτω από ένα tweet με περιεχόμενο
αντίστοιχο ενός tweet.

6. Δυνατότητα για Retweet (δηλαδή, αναδημοσιοποιηση της συγκεκριμένης ανάρτησης,
ταυτόχρονα φαίνεται και ο αριθμός των retweets του συγκεκριμένου tweet): Επιτρέπει στους
χρήστες να δημοσιοποιήσουν το συγκεκριμένο tweet στο δικό τους προφίλ δημοσιοποιώντας το
δηλαδή στους δικούς τους ακολούθους.

7. Δυνατότητα για like (ταυτόχρονα φαίνεται και ο αριθμός των likes που έχουν γίνει από άλλους
χρήστες στο συγκεκριμένο tweet): Επιτρέπει στους χρήστες να δηλώσουν ότι “τους αρέσει” μία
δημοσιοποίηση, ενώ για κάθε tweet τόσο ο χρήστης που το δημοσιοποίησε όσο και οι άλλοι
χρήστες μπορούν να δουν ποιοι έχουν επιλέξει πως τους αρέσει το συγκεκριμένο tweet.

8. Δυνατότητα για κοινοποίηση: πρόκειται για κοινοποιηση του tweet προς τρίτους είτε εντός του
Twitter μέσω μηνύματος, είτε στέλνοντας το link για τη συγκεκριμένη δημοσιοποίηση μέσω
κάποιας άλλης πλατφόρμας.

Ένα παράδειγμα της μορφής που περιγράφεται παραπάνω φαίνεται στην παρακάτω εικόνα:
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Εικόνα 4. Παράδειγμα μορφής tweet.23

Ανάλογα με τη μέθοδο που χρησιμοποιεί κανείς για να αποκτήσει πρόσβαση στα δεδομένα του Twitter
μπορεί να έχει στη διάθεση του συγκεκριμένα από αυτά τα χαρακτηριστικά. Στις επόμενες παραγράφους
θα αναλυθεί σε ποια από αυτά τα χαρακτηριστικά προσφέρει πρόσβαση κάθε μία από τις επιλογές, τη
διαδικασία που ακολουθήθηκε στη συγκεκριμένη εργασία για την πρόσβαση στα δεδομένα καθώς και τα
εμπόδια που εμφανίστηκαν κατά τη διάρκεια αυτής της διαδικασίας.

4.2 Twitter API - Tweepy
Το Twitter προσφέρει τρείς διαφορετικές δωρεάν επιλογές για να αποκτήσει κανείς πρόσβαση στο
επίσημο API του. Αυτές φαίνονται παρακάτω:

1. Essential:
a. Ανάκτηση έως 500.000 tweets τον μήνα.
b. Κάθε λογαριασμός μπορεί να δημιουργήσει ένα έργο.

23 https://twitter.com/CNN/status/1422961816708263937
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c. Εισαγωγή έως 5 κανόνων για το φιλτράρισμα των tweets.
d. Πραγματοποίηση έως και 25 αιτημάτων κάθε 15 λεπτά.
e. To Query για την αναζήτηση των tweets μπορεί να είναι μέχρι 512 χαρακτήρες.
f. Δεν παρέχει πρόσβαση σε ιστορικά δεδομένα (δηλαδή σε δεδομένα που είναι παλαιότερα

από 1 εβδομάδα από τότε που γίνεται η αναζήτηση).

2. Elevated:
a. Προσφέρει όλες τις επιλογές και τους περιορισμούς που παρέχει η Essential με τις

διαφορές που περιγράφονται παρακάτω.
b. Ανάκτηση έως 2.000.000 tweets τον μήνα.
c. Εισαγωγή έως 25 κανόνων για το φιλτράρισμα των tweets.
d. Πραγματοποίηση έως και 50 αιτημάτων κάθε 15 λεπτά.

3. Academic Research:
a. Προσφέρει όλες τις επιλογές και τους περιορισμούς που παρέχει η Elevated με τις

διαφορές που περιγράφονται παρακάτω.
b. Ανάκτηση έως 10.000.000 tweets τον μήνα.
c. Εισαγωγή έως 1000 κανόνων για το φιλτράρισμα των tweets.
d. Πραγματοποίηση έως και 100 αιτημάτων κάθε 15 λεπτά.
e. Πρόσβαση σε ιστορικά δεδομένα.

Επίσης, αφού αποκτήσει κανείς πρόσβαση σε κάποιο από τα παραπάνω προγράμματα, λαμβάνει τα
consumer_key, consumer_secret, access_token, access_token_secret ώστε να αποκτήσει πρόσβαση στο
API. Αυτή η πρόσβαση μπορεί να κατοχυρωθεί μέσω μίας βιβλιοθήκης της Python που ονομάζεται
Tweepy.
Αυτή η βιβλιοθήκη επιτρέπει την χρήση και αναζήτηση με βάση όλα τα χαρακτηριστικά που παρέχει το
Twitter για ένα tweet, όπως αναλύονται παρακάτω:

1. id (default): Ο μοναδικός αριθμός που μπορεί να χρησιμοποιηθεί για να ξεχωρίσει ένα tweet.
2. text (default): Το κείμενο που περιέχει ένα tweet
3. Attachments: αναφέρεται στον τύπο των επισυναπτόμενων αρχείων που υπάρχουν σε ένα tweet
4. author_id: Αναφέρεται στο μοναδικό ID του χρήστη που δημοσιοποίησε το tweet.
5. conext_annotations: Περιγραφή περιβάλλοντος του tweet
6. conversation_id: Αναφέρεται στο id του tweet από το οποίο προέρχεται το συγκεκριμένο tweet -

όπου μπορούν να βρεθούν και όλες οι σχετικές προηγούμενες ή επόμενες απαντήσεις.
7. created_at: Η ώρα δημιουργίας του tweet
8. entities: Οντότητες που περιλαμβάνονται στο Tweet
9. geo: Παρέχει πληροφορίες σχετικά με την τοποθεσία που έχει προσθέσει ο χρήστης σε ένα tweet,

εάν υπάρχει
10. in_reply_to_user_id: Εάν ένα tweet είναι μία απάντηση σε κάποιο άλλο tweet αυτό το πεδίο

προσδιορίζει το id του χρήστη στον οποίο ανήκει το tweet στο οποίο έχει δημοσιοποιηθεί το
συγκεκριμένο tweet ως απάντηση.
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11. lang: η γλώσσα στην οποία είναι γραμμένο το tweet
12. non_public_metrics: αναφέρεται σε μη δημόσιες μετρικές αφοσίωσης για το tweet τη στιγμή

του αιτήματος
13. organic_metrics: Μετρήσεις αφοσίωσης, που παρακολουθούνται σε κάποιο οργανικό πλαίσιο,

για το Tweet τη στιγμή του αιτήματος.
14. possibly_sensitive: Το συγκεκριμένο πεδίο εμφανίζεται μόνο σε Tweets που περιέχουν κάποιο

URL και μπορεί να είναι true εάν το περιεχόμενο του url ενδέχεται να είναι ευαίσθητο
15. promoted_metrics: Μετρήσεις αφοσίωσης, που παρακολουθούνται σε ένα προωθούμενο

πλαίσιο, για το Tweet τη στιγμή του αιτήματος.
16. public_metrics: Δημόσιες μετρήσεις αφοσίωσης για το Tweet τη στιγμή του αιτήματος.
17. referenced_tweets: Μια λίστα με Tweets στα οποία αναφέρεται αυτό το Tweet. Για παράδειγμα,

εάν το γονικό Tweet είναι ένα Retweet, ένα Retweet με σχόλιο (γνωστό και ως Tweet σε
προσφορά) ή μια απάντηση, θα περιλαμβάνει το σχετικό Tweet στο οποίο αναφέρεται ο γονέας
του.

18. reply_settings: Αυτό το πεδίο δείχνει ποιοι μπορούν να απαντήσουν σε κάποιο Tweet, οι πιθανές
τιμές του συγκεκριμένου πεδίου είναι: “όλοι”, “χρήστες που έχουν αναφερθεί”, “μόνο οι
ακόλουθοι”.

19. source: Επιστρέφει το όνομα της εφαρμογής από την οποία έχει δημοσιοποιήσει το
συγκεκριμένο Tweet ένας χρήστης (πχ: “source”:”Twitter Web App”)

20. withheld: Το συγκεκριμένο πεδίο εμφανίζεται όταν το Tweet προς εξέταση έχει περιεχόμενο που
μπορεί να είναι αντίθετο με τη νομοθεσία της χώρας από την οποία δημοσιοποιήθηκε.

Σχετικά με τα διαφορετικά επίπεδα πρόσβασης στα δεδομένα, λόγω της φύσης της ανάλυσης που
πραγματοποιήθηκε για αυτή την εργασία (η οποία απαιτεί δεδομένα από μία συγκεκριμένη καταστροφή,
που συνέβη σε συγκεκριμένες ημερομηνίες) ήταν απαραίτητη η πρόσβαση σε tweets που
δημοσιοποιήθηκαν από το χρονικό διάστημα 03 Αυγούστου 2021 έως και 13 Αυγούστου 2021. Εφόσον,
όταν γινόταν η διαδικασία για την απόκτηση πρόσβασης στα δεδομένα είχε περάσει πάνω από μία
εβδομάδα από αυτές τις ημερομηνίες ήταν αναγκαία η πρόσβαση στα ιστορικά δεδομένα και για αυτό η
επιλογή που ήταν πιο κατάλληλη για τη δεδομένη εργασία ήταν η “Academic Research”.

Σύμφωνα με το Twitter24 συγκεκριμένη πρόσβαση διατίθεται για ακαδημαϊκούς ερευνητές με
συγκεκριμένους ερευνητικούς στόχους, όπως αναφέρουν αυτό περιλαμβάνει μεταπτυχιακούς φοιτητές
που εργάζονται σε μια διατριβή, υποψήφιους διδάκτορες που εργάζονται σε μια διατριβή ή ερευνητές που
συνδέονται με ή απασχολούνται σε ένα ακαδημαϊκό ίδρυμα.

Για να τεκμηριώσει κανείς πως πληροί τα παραπάνω κριτήρια χρειάζεται να συμπληρώσει μία αίτηση
όπου περιγράφει το αντικείμενο της έρευνας στην οποία θα χρησιμοποιηθούν τα δεδομένα, ενώ πρέπει να
παραθέσει συνδέσμους που αποδεικνύουν πως είναι φοιτητής ή ερευνητής σε κάποιο ίδρυμα σύμφωνα με
τα προηγούμενα κριτήρια.

24 https://developer.twitter.com/en/products/twitter-api/academic-research
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Παρόλο που η παραπάνω διαδικασία ακολουθήθηκε σύμφωνα με τις οδηγίες του Twitter, η αίτηση για
την Academic Research πρόσβαση απορριφθηκε.

Αυτό είναι πιθανό να συνέβη για 3 λόγους. Αρχικά, καθώς η αίτηση συμπληρώθηκε όταν η εργασία ήταν
σε πολύ αρχικά στάδια, το αντικείμενο της έρευνας δεν ήταν ακόμη πολύ ξεκάθαρο, συνεπώς είναι
πιθανό η απάντηση να μην ήταν όσο συγκεκριμένη χρειαζόταν, αφού δεν αναλύθηκε ποιοι αλγόριθμοι
ακριβώς θα χρησιμοποιηθούν και ποιος ακριβώς ήταν ο στόχος από την ανάλυση. Ακόμη, δεν
διευκρινίζεται τί εννοείται από τη διατριβή των μεταπτυχιακών σπουδών, συνεπώς είναι πολύ πιθανόν η
συγκεκριμένη διπλωματική εργασία να μην καλύπτει αυτό το κριτήριο. Τέλος, καθώς το Εθνικό
Μετσόβιο Πολυτεχνείο δεν διαθέτει κάποιο προφίλ χρήστη για τους φοιτητές που να τεκμηριώνει με
σαφήνεια και στα αγγλικά ποιος είναι ο ρόλος του κάθε χρήστη, μπορεί να μην ήταν αρκετό για να
αποδείξει πως η συγκεκριμένη εργασία πληροί τα απαραίτητα κριτήρια.

Αφού, λοιπόν, δεν ήταν εφικτή η πρόσβαση στα δεδομένα του Twitter μέσω του επίσημου API του, έγινε
αναζήτηση εναλλακτικών τρόπων πρόσβασης στα επιθυμητά δεδομένα. Αρχικά, έγινε μία αναζήτηση σε
πλατφόρμες που παρέχουν πρόσβαση σε σύνολα δεδομένων (Kaggle25 και Google Dataset Search26) όμως
δεν βρέθηκε κάποιο σύνολο δεδομένων από τη συγκεκριμένη καταστροφή. Συνεπώς, εν τέλει, η
ανάκτηση των δεδομένων έγινε μέσω Web Scraping, και πιο συγκεκριμένα με τη βοήθεια μιας
βιβλιοθήκης της Python που ονομάζεται Snscrape.

4.3 Snscrape

Όπως έχει αναλυθεί και σε προηγούμενη ενότητα το Snscrape είναι ένα δωρεάν Web Scraper για την
πρόσβαση σε δεδομένα διαφόρων κοινωνικών δικτύων όπως και στο Twitter. Δεν παρουσιάζει κανένα
περιορισμό ως προς το πλήθος των Tweets που μπορεί να κατεβάσει κανείς και για κάθε Tweet μπορεί να
προσφέρει τις εξής πληροφορίες:

1. url: Σύνδεσμος προς το συγκεκριμένο tweet
2. date: Ημερομηνία που δημοσιοποιήθηκε το tweet
3. content: Περιεχόμενο του Tweet
4. id: Μοναδικός αριθμός ταυτοποίησης του Tweet
5. user: Χρήστης που δημοσιοποίησε το tweet
6. replyCount: πλήθος σχολίων
7. retweetCount: πλήθος retweets
8. likeCount: πλήθος likes
9. quoteCount: Πλήθος των retweets τα οποία περιλαμβάνουν και κάποιο σχόλιο από το χρήστη

που το δημοσιοποίησε

26 https://datasetsearch.research.google.com/
25 https://www.kaggle.com/
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10. conversationId: Αναφέρεται στο id του tweet από το οποίο προέρχεται το συγκεκριμένο tweet -
όπου μπορούν να βρεθούν και όλες οι σχετικές προηγούμενες ή επόμενες απαντήσεις.

11. lang: η γλώσσα στην οποία είναι γραμμένο το tweet
12. Source: Επιστρέφει το όνομα της εφαρμογής από την οποία έχει δημοσιοποιήσει το

συγκεκριμένο Tweet ένας χρήστης (πχ: “source”:”Twitter Web App”)
13. links: Τα URLs που περιλαμβάνει ένα tweet
14. media: Μία λίστα από τα επισυναπτόμενα μέσα που περιέχονται στο tweet
15. retweetedTweet: σε περίπτωση που πρόκειται για retweet, εμφανίζεται το πρωτότυπο tweet το

οποίο αναδημοσιοποιήθηκε.
16. quotedTweet: σε περίπτωση που πρόκειται για quoted tweet, εμφανίζεται το πρωτότυπο tweet το

οποίο αναδημοσιοποιήθηκε.
17. inReplyToTweetId: σε περίπτωση που πρόκειται για απάντηση σε κάποιο tweet, εμφανίζεται το

tweet στο οποίο έγινε αυτή η απάντηση
18. inReplyToUser: σε περίπτωση που πρόκειται για απάντηση σε κάποιο tweet, εμφανίζεται ο

χρήστης που δημοσιοποίησε το αρχικό tweet, στο οποίο έγινε αυτή η απάντηση
19. mentionedUsers: λίστα των χρηστών που έχουν αναφερθεί σε ένα tweet
20. coordinates: Οι γεωγραφικές συντεταγμένες της τοποθεσίας που έχει προσθέσει ο χρήστης σε ένα

tweet, εάν υπάρχει
21. place: typing.Η χώρα της τοποθεσίας που έχει προσθέσει ο χρήστης σε ένα tweet, εάν υπάρχει
22. hashtags: Μία λίστα από τα hashtags που συμπεριλαμβάνονται σε ένα tweet.
23. cashtags: Μία λίστα από τα cashtags27 που συμπεριλαμβάνονται σε ένα tweet.
24. card: Το card28 που εμφανίζεται σε ένα tweet εάν υπάρχει

Στη συγκεκριμένη εργασία, καθώς σκοπός ήταν η επεξεργασία κειμένου για την εύρεση του θέματος του
Tweet, τα μόνα πεδία που ανακτήθηκαν κατά τη διάρκεια της αναζήτησης των δεδομένων ήταν τα: Date,
Content, TwitterId. H αρχική αναζήτηση έγινε με τη λέξη κλειδί “Ευβοια” στο χρονικό διάστημα 01
Αυγούστου 2021 έως 30 Δεκεμβρίου 2021.

28 Το card είναι ένα πρωτόκολλο που επιτρέπει την επισύναψη φωτογραφιών, βίντεο και άλλων διαδραστικών μέσων
σε Tweets προκειμένου να αυξηθεί η επισκεψιμότητα σε έναν ιστότοπο

27 Τα cashtags μοιάζουν με τα hashtags, όμως ξεκινούν με το σύμβολο ‘$’ και προσδιορίζουν μία μετοχή, ‘ενας
χρήστης μπορεί να πατήσει πάνω σε κάποιο cashtag και να δει τι λέγεται στο Twitter για την συγκεκριμένη μετοχή.
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5. Πρόβλημα προς ανάλυση και προτεινόμενη προσέγγιση

5.1 Το πρόβλημα

Οι φυσικές καταστροφές είναι ένα φαινόμενο που κάθε χρόνο προκαλεί πολυάριθμες απώλειες
ανθρώπινων ζωών, ενώ επηρεάζει τις οικονομίες ολόκληρων χωρών. Πιο συγκεκριμένα, σύμφωνα με
έρευνα του Statista (2022) από το 2012 μέχρι το 2021, κατά μέσο όρο 10.000 άνθρωποι στον κόσμο
χάνουν τη ζωή τους από φυσικές καταστροφές, με τον αριθμό των θανάτων κατά τη διάρκεια του 2021 να
ανέρχεται στους 10.000. Επιπρόσθετα, σύμφωνα με μία έρευνα του γραφείου μείωσης ρίσκου των
φυσικών καταστροφών των Ηνωμένων Εθνών (2020), από το 2012 μέχρι το 2019, κατά μέσο όρο οι
φυσικές καταστροφές επηρέασαν ετησίως τις ζωές 150 εκατομμυρίων ανθρώπων. Τέλος, οι οικονομικές
απώλειες από καταστροφές, σύμφωνα με μία άλλη έρευνα του Statista (2022) υπολογίζεται το 2021 να
ανέρχονται στα 252.1 δισεκατομμύρια USD, εκ των οποίων τα 9.2 προέρχονται από πυρκαγιές.

Παρατηρώντας κανείς τα παραπάνω δεδομένα και συνειδητοποιώντας την έκταση των επιπτώσεων αυτών
των καταστροφών, καταλαβαίνει τη σημασία και την αξία της ανάλυσης των δεδομένων που σχετίζονται
με αυτά τα φαινόμενα για την εξερεύνηση πιθανών λύσεων. Σκοπός αυτής της ανάλυσης θα μπορούσε να
είναι είτε η άμεση εύρεση λύσεων για την αποτελεσματικότερη αντιμετώπιση τους με σκοπό τη μείωση
των απωλειών, είτε η πρόβλεψη των καταστροφών με σκοπό την προστασία και κατά συνέπεια τη μείωση
των απωλειών, είτε η υποστήριξη μετά την καταστροφή με σκοπό την ενίσχυση των πληγέντων.

Προκειμένου οι κατάλληλοι φορείς να μπορέσουν να ενισχύσουν αυτούς που το έχουν ανάγκη, είναι
σημαντικό να μάθουν τι σκέφτονται αυτοί που έχουν πληγεί από την καταστροφή και πιθανόν τι είδους
βοήθεια χρειάζονται. Ένας τρόπος να αποκτήσουν πρόσβαση σε αυτή την πληροφορία είναι μέσω των
δεδομένων που δημοσιοποιούν τα ίδια τα άτομα στα μέσα κοινωνικής δικτύωσης, όπως και το Twitter.
Σε αυτή τη διπλωματική εργασία, γίνεται η ανάλυση δεδομένων από το Twitter κατά τη διάρκεια της
πυρκαγιάς που ξέσπασε τον Αύγουστο του 2021 στην Εύβοια, με σκοπό την εύρεση των θεματικών του
κάθε tweet, ώστε να διαπιστωθούν οι κύριες ανησυχίες των πληγέντων κατά τη διάρκεια της
καταστροφής, ενώ γίνεται και ταξινόμηση με σκοπό την απομόνωση των tweets που είναι σχετικά με την
καταστροφή και έχουν δημοσιοποιηθεί μετά από αυτή.

5.2 Προκλήσεις ως προς το σύνολο δεδομένων & αντιμετώπιση

Το Twitter, όπως φάνηκε και στην παράγραφο “2.7 Συναφής Βιβλιογραφία”, είναι ένα μέσο που
προσφέρει άμεση πρόσβαση στην πληροφορία και συνεπώς πολλαπλές ευκαιρίες για έρευνα και
ανάλυση. Όμως, λόγω της αμεσότητας και της ευκολίας του, που οδηγεί στην παραγωγή μεγάλου όγκου
πληροφορίας, ενέχει και κάποιες δυσκολίες οι οποίες είναι σημαντικό να αντιμετωπιστούν με προσοχή.
Όπως αναφέρθηκε και στην ενότητα “1.3.1 Χρησιμότητα του Twitter για ανάλυση δεδομένων “ η
ανάλυση κειμένου στην περίπτωση του Twitter, ειδικά για την εύρεση της θεματικής, παρουσιάζει
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πολλαπλές δυσκολίες ως προς την φυσική επεξεργασία της γλώσσας, όμως αυτό θα αναλυθεί στην
ενότητα “6.3 Επεξεργασία Φυσικής Γλώσσας στα Tweets”.
Για το σχηματισμό του συγκεκριμένου συνόλου δεδομένων σχετικού με αυτήν την καταστροφή ωστόσο,
υπήρξαν και κάποιες άλλες προκλήσεις που έπρεπε να αντιμετωπιστούν, οι οποίες οφείλονται στην
ποικιλία των θεμάτων που εμφανίζονται στο Twitter.

Αρχικά, μία δυσκολία προέκυψε από το γεγονός ότι την ίδια χρονική περίοδο που συνέβη αυτή η
καταστροφή είχαν ξεσπάσει πολλαπλές πυρκαγιές σε διαφορετικές περιοχές της χώρας. Αποτέλεσμα
αυτού ήταν ότι η αναζήτηση των Tweets δεν μπορούσε να γίνει με βάση τις λέξεις κλειδιά:
“πυρκαγιά”,”φωτιά”,”φωτιές”,”πυρκαγιές”. Αξίζει να αναφερθεί πως οι συγκεκριμένες λέξεις θα
μπορούσαν να χρησιμοποιηθούν αν χρησιμοποιούσαμε φίλτρο σχετικό με την τοποθεσία του tweet.
Όμως, φάνηκε πως τα tweets που είχαν διαθέσιμο το πεδίο της τοποθεσίας ήταν πολύ λίγα (της τάξης των
5.000, σε αντίθεση με την αναζήτηση που έγινε με την λέξη κλειδί Εύβοια και έδωσε αποτελέσματα της
τάξης των 80.000 tweets) και για αυτό η αναζήτηση δεν έγινε εν τέλει με αυτά τα φίλτρα.
Αντίστοιχα, πιο συγκεκριμένες λέξεις ή φράσεις κλειδιά όπως: “πυρκαγιάεύβοια”, “φωτιεςευβοια” δεν
έδιναν αρκετά αποτελέσματα οπότε δεν μπορούσαν να χρησιμοποιηθούν από μόνες τους.

‘Ετσι, η αναζήτηση έγινε με βάση τη λέξη κλειδί “Εύβοια”. Παρόλο που αυτή η λέξη κλειδί έδινε αρκετά
δεδομένα για την επιθυμητή ανάλυση, προέκυψαν δύο ακόμη προκλήσεις που έπρεπε να
αντιμετωπιστούν.
Η πρώτη ήταν ότι λόγω των πολλαπλών καταστροφών που προαναφέρθηκαν, πολλοί χρήστες
χρησιμοποιούσαν τη λέξη Εύβοια ως hashtag, για tweets που αναφερόντουσαν σε άλλες καταστροφές.
Συνεπώς, τα tweets που αναφερόντουσαν σε περισσότερες από τρεις καταστροφές αφαιρέθηκαν.
Η δεύτερη πρόκληση σχετιζόταν με τα tweets που περιείχαν τη λέξη Εύβοια και είχαν δημοσιοποιηθεί
μετά το Σεπτέμβρη του 2021. Αρχικός σκοπός της ανάλυσης ήταν να εξεταστούν τα θέματα που
αναφερόντουσαν σε όλο τον κύκλο ζωής της καταστροφής, δηλαδή λίγο πριν, κατά τη διάρκεια και
μερικούς μήνες μετά το τέλος των πυρκαγιών. Πιο συγκεκριμένα, το αρχικό σύνολο δεδομένων περιείχε
τα tweets με τη λέξη κλειδί “Εύβοια” από τις 01 Αυγούστου 2021 έως και τις 30 Δεκεμβρίου του 2021.
Μελετώντας ένα δείγμα από αυτά τα tweets, γινόταν αντιληπτό πως από αυτά που δημοσιοποιήθηκαν
κατά τη διάρκεια του Αυγούστου από τα πρώτα 1000 tweets μόνο το 1 δεν ήταν σχετικό με την
καταστροφή. Όμως, μετά από τον Αύγουστο, όπως ήταν αναμενόμενο πολλά από τα tweets πλέον δεν
ήταν σχετικά με την καταστροφή. Συνεπώς το σύνολο δεδομένων έπρεπε να χωριστεί σε δύο κομμάτια
και να αντιμετωπιστεί με διαφορετικό τρόπο.

Για να αντιμετωπιστεί αυτό το πρόβλημα, το dataset από τον Σεπτέμβριο έως και τον Δεκέμβριο
απομονώθηκε. Σε αυτά τα δεδομένα με τη χρήση αλγορίθμων μηχανικής μάθησης έγινε μία δυαδική
ταξινόμηση διαχωρίζοντας τα tweets που ήταν σχετικά με την καταστροφή με αυτά που δεν ήταν. Τότε
αφαιρέθηκαν από το σύνολο δεδομένων τα tweets που δεν ήταν σχετικά με την καταστροφή.
Παρόλο που αυτή η ταξινόμηση είχε καλά αποτελέσματα με βάση τις μετρικές που χρησιμοποιήθηκαν
για την αξιολόγηση των αλγορίθμων (η συγκεκριμένη διαδικασία θα αναλυθεί εκτενώς στην ενότητα
“7.1 Δυαδική ταξινόμηση των tweets σχετικών με την καταστροφή”), μετά την ολοκλήρωση της
παρουσιάστηκε ακόμη μία δυσκολία. Τα δεδομένα σχετικά με την καταστροφή που είχαν δημοσιοποιηθεί
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κατά τη διάρκεια και λίγο μετά από την καταστροφή (δηλαδή στο χρονικό διάστημα 03 Αυγούστου έως
και 13 Αυγούστου) ήταν της τάξης των 70.000 ενώ αυτά που είχαν δημοσιοποιηθεί από τα μέσα του
Αυγούστου έως και το τέλος του Δεκεμβρίου ήταν συνολικά της τάξης των 20.000 - έχοντας έτσι μία
αναλογία ανάμεσα στα tweets που δημοσιοποιήθηκαν κατά τη διάρκεια της καταστροφής προς αυτά που
ήταν μετά το πέρας της καταστροφής, ίση με 7:2. Αυτή η αναλογία, δεν μας επιτρέπει να εξετάσουμε
“αντικειμενικά” τα θέματα που αναφερόντουσαν στο σύνολο δεδομένων σε όλο τον κύκλο της
καταστροφής, καθώς είναι πιθανόν τα θέματα των tweets κατά τη διάρκεια της καταστροφής να
“υπερκαλύπτουν” αυτά που δημοσιοποιήθηκαν μετά το τέλος της καταστροφής.

Μετά από τις παραπάνω παρατηρήσεις, σε συνδυασμό με την ανάλυση που γινόταν από τη συναφή
βιβλιογραφία, όπως περιγράφηκε και στο αντίστοιχο κεφάλαιο, οδηγηθήκαμε στην ξεχωριστή ανάλυση
των θεματικών των tweets για κάθε ημέρα της καταστροφής. Όπως θα αναλυθεί εκτενέστερα και στις
υπόλοιπες ενότητες.
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5.3 Σχηματική Περιγραφή Λύσης

Εικόνα 5. Σχηματική Περιγραφή Λύσης
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6. Συλλογή και προεπεξεργασία Δεδομένων
Στην παρούσα ενότητα του κειμένου θα αναλυθεί η διαδικασία που ακολουθήθηκε για την συλλογή, την
αποθήκευση, την προετοιμασία καθώς και την επεξεργασία των δεδομένων με τεχνικές επεξεργασίας
φυσικής γλώσσας.

6.1 Περιγραφή αρχικού dataset
Όπως αναφέρθηκε συνοπτικά και στην προηγούμενη ενότητα, τα δεδομένα που χρησιμοποιήθηκαν στην
προκειμένη ανάλυση, ανακτήθηκαν από το Twitter, με τη βοήθεια της βιβλιοθήκης Snscrape. Τα
δεδομένα, περιείχαν όλα την λέξη-κλειδί Εύβοια και ήταν tweets που είχαν δημοσιοποιηθεί από το
χρονικό διάστημα 01 Αυγούστου 2021 έως και 30 Δεκεμβρίου 2021. Η αναζήτηση αυτή οδήγησε στη
συλλογή 84.644 tweets τα οποία περιείχαν τα features tweet.date, tweet.id, tweet.content και είχαν
αποθηκευτεί σε αρχείο CSV.

Ένα δείγμα της αρχικής μορφής των δεδομένων πριν οποιαδήποτε επεξεργασία μπορεί να φανεί στην
παρακάτω εικόνα:

Εικόνα 6: Αρχική Μορφή Δεδομένων

6.2 Διαχωρισμός datasets

Μετά από προσεκτική εξέταση των δεδομένων, οδηγηθήκαμε στο διαχωρισμό των tweets που
δημοσιοποιήθηκαν κατά τη διάρκεια και λίγο μετά την καταστροφή (κατά τη διάρκεια του Αυγούστου)
και αυτών που δημοσιοποιήθηκαν αργότερα από αυτό το διάστημα, για τους λόγους που αναφέρθηκαν
στην ενότητα “5.2 Προκλήσεις ως προς το σύνολο δεδομένων & αντιμετώπιση“.
Αφού έγινε αυτός ο διαχωρισμός δημιουργήθηκαν δύο ξεχωριστά datasets. Το πρώτο θα αναφέρεται στην
πορεία του κειμένου ως during_disaster_dataset και αφορά τη χρονική περίοδο 03 Αυγούστου έως και 13
Αυγούστου 2021 και το δεύτερο ως post_disaster_dataset το οποίο αφορά τη χρονική περίοδο 15
Αυγούστου έως και 30 Δεκεμβρίου 2021.

Το during_disaster_dataset περιλαμβάνει συνολικά 67.011 tweets εκ των οποίων περισσότερα από το
99% ήταν σχετικά με την καταστροφή, συνεπώς αρχικά δεν χρειαζόταν κάποια επεξεργασία.
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Στην πορεία, ωστόσο, το συγκεκριμένο σύνολο διαχωρίστηκε σε ακόμη μικρότερα κομμάτια προκειμένου
να αναλυθούν ξεχωριστά τα θέματα για κάθε ημέρα της καταστροφής.
Το μέγεθος καθενός συνόλου μπορεί να φανεί στο παρακάτω διάγραμμα:

Διάγραμμα 1: Αριθμός tweets ανά ημέρα της καταστροφής

Όπως παρατηρείται από αυτό το διάγραμμα περισσότερα tweets δημοσιοποιήθηκαν στο χρονικό
διάστημα 04/08/2021-10/08/2021, ενώ φαίνεται τα περισσότερα να έχουν δημοσιοποιηθεί στις
08/08/2021. Αντίθετα κατά τη διάρκεια της πρώτης και τελευταίας μέρας της καταστροφής τα δεδομένα
είναι αισθητά λιγότερα, γεγονός που είναι πιθανό να επηρεάσει τα αποτελέσματα της ανάλυσης.

Το post_disaster_dataset αρχικά περιλάμβανε συνολικά 17.633 tweets εκ των οποίων περίπου το 80%
ήταν σχετικά με την καταστροφή. Πιο συγκεκριμένα για το dataset με δεδομένα από τον Σεπτέμβριο και
μετά περίπου το 65% ήταν σχετικά με την καταστροφή. Συνεπώς τα συγκεκριμένα δεδομένα
διαχωρίστηκαν και στα tweets της χρονικής περιόδου Σεπτέμβριος-Δεκέμβριος εφαρμόστηκε η
διαδικασια που θα περιγραφεί στην ενότητα “7.1 Δυαδική ταξινόμηση των tweets σχετικών με την
καταστροφή”.
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6.3 Επεξεργασία Φυσικής Γλώσσας στα Tweets

Προκειμένου να γίνει εφικτή η αποδοτική επεξεργασία των δεδομένων και να αντληθούν οι επιθυμητές
πληροφορίες και συμπεράσματα σχετικά με τη θεματική των tweets ήταν απαραίτητη η προεπεξεργασία
του περιεχομένου τους. Συγκεκριμένα, κατά τη διάρκεια αυτής της επεξεργασίας, στόχος ήταν η όσο το
δυνατόν ελαχιστοποίηση του θορύβου.
Όπως αναφέρθηκε και στην ενότητα “1.3.1 Χρησιμότητα του Twitter για ανάλυση δεδομένων”, το
Twitter λόγω της αμεσότητας και της εύκολης πρόσβασης που παρέχει στους χρήστες του, ενέχει
κάποιους κινδύνους, οι οποίοι αντιμετωπίστηκαν με τους εξής τρόπους:

1. Λόγω του περιορισμού στους χαρακτήρες χρησιμοποιούνται συντομογραφίες: Έγινε επέκταση
του έτοιμου συνόλου stopwords και προστέθηκαν σε αυτά οι πιο συχνές συντομογραφίες ώστε να
αφαιρεθούν.

2. Λόγω της φύσης του Twitter χρησιμοποιούνται emojis: Δημιουργήθηκε συνάρτηση ώστε να
αφαιρεθούν.

3. Λόγω της δημοσιοποίησης tweets από κινητά, είναι πιθανό η αυτόματη διόρθωση να
δημιουργήσει αλλοίωση στο περιεχόμενο: Με τη χρήση της τεχνικής LDA αναλύθηκε το βάρος
των λέξεων που εμφανίζονται σε κάθε tweet, με βάση τη συχνότητα εμφάνισης τους, συνεπώς
σχετικά με τη μοντελοποίηση είναι λιγότερο πιθανό μία λανθασμένη λέξη να επηρεάσει
σημαντικά το αποτέλεσμα.

4. Χρησιμοποιούνται λέξεις και εκφράσεις της καθομιλουμένης: Αφού η συγκεκριμένη ανάλυση
δεν χρησιμοποιεί τεχνικές sentiment analysis, το συγκεκριμένο χαρακτηριστικό δεν επηρεάζει
σημαντικά τα αποτελέσματα. Εκτός αυτού, λέξεις με μικρή βαρύτητα, που μπορεί να ήταν
κομμάτι αυτών των φράσεων, έχουν αφαιρεθεί με τη βοήθεια των stopwords.

Επίσης, από το κείμενο αφαιρέθηκαν ακόμη κάποια στοιχεία που θεωρήθηκε πως δεν προσδίδουν κάποια
σημαντική πληροφορία στην ανάλυση και θεωρήθηκαν θόρυβος, αυτά είναι: οι αριθμοι, τα URLs, τα
σημεία στίξης και όπως περιγράφηκε και παραπάνω τα stopwords (δηλαδή λέξεις χωρίς σημαντική
εννοιολογική σημασία που εμφανίζονται συχνά σε προτάσεις). Στην πορεία, καθώς παρατηρήθηκε πως
πολλές ελληνικές λέξεις εμφανιζόντουσαν τόσο με τόνους όσο και χωρίς, αφαιρέθηκε ο τονισμός από τις
ελληνικές λέξεις.
Τέλος, για τη διευκόλυνση της ανάλυσης έγινε tokenization του κειμένου καθώς και lemmatization των
λεξεων.
Όλα τα παραπάνω αναλύονται στις παρακάτω παραγράφους.
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6.3.1 Αφαίρεση Σημείων Στίξης

Για την αφαίρεση των σημείων στίξης, χρησιμοποιήθηκε η προ-ορισμένη συμβολοσειρά punctuation της
βιβλιοθήκης string, η οποία είναι ίση με: !"#$%&'()*+,-./:;<=>?@[\]^_`{|}~.

Για την αφαίρεση των σημείων στίξης, δημιουργήθηκε μία συνάρτηση η οποία διαβάζει ένα string και
κάθε φορά που συναντά ένα χαρακτήρα που υπάρχει στη συμβολοσειρά punctuation τον αφαιρεί, όταν
τελειώσει επιστρέφει το νέο “καθαρό” string. Η συνάρτηση αυτή φαίνεται παρακάτω:

import string

def remove_punctuation(row):

words = row.split()

clean_str = ""

for word in words:

for char in word:

if char not in string.punctuation:

clean_str = clean_str + char

else:

continue

clean_str = clean_str + " "

return clean_str

Για να γίνει αυτή η διαδικασία για όλα τα tweets η συνάρτηση αυτή καλείται για κάθε γραμμή του
dataframe που περιέχει τα δεδομένα (δηλαδή για κάθε tweet), όπως φαίνεται παρακάτω:

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: remove_punctuation(row))

6.3.2 Αφαίρεση Αριθμών

Για την αφαίρεση αριθμών ακολουθήθηκε παρόμοια διαδικασία καθώς δημιουργήθηκε μία νέα
συνάρτηση η οποία παίρνει ως είσοδο ένα string, το διατρέχει και αφαιρεί από κάθε λέξη τους αριθμούς,
κάθε “καθαρή” λέξη την προσθέτει σε μία λίστα και στο τέλος επιστρέφει τα περιεχόμενα της λίστας
χωρισμένα με κενό (“ “), επιστρέφει δηλαδή το “καθαρό” string χωρίς αριθμούς.

def remove_numbers(row):

new_text = []

words = row.split()

for word in words:
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for c in word:

if not c.isdigit():

new_text.append(c)

new_text.append(' ')

return ''.join(new_text)

Για να γίνει αυτή η διαδικασία για όλα τα tweets η συνάρτηση αυτή καλείται για κάθε γραμμή του
dataframe που περιέχει τα δεδομένα (δηλαδή για κάθε tweet), όπως φαίνεται παρακάτω:

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: remove_numbers(row))

6.3.3 Αφαίρεση Stopwords

Για την αφαίρεση των stopwords χρησιμοποιήθηκαν δύο βιβλιοθήκες της Python, πιο συγκεκριμένα η
advertools και η NLTK όπως αναλύθηκαν στις ενότητες “3.1.8 Advertools” και “3.1.5 Natural Language
Toolkit (NLTK)” αντίστοιχα. Η advertools χρησιμοποιήθηκε καθώς περιείχε μία λίστα με 663 stopwords
στα ελληνικά και η NLTK περιέχει μία λίστα με stopwords στα αγγλικα με 179 στοιχεία.
Στην πορεία της ανάλυσης ωστόσο διαπιστώθηκε πως το σύνολο με τις ελληνικές λέξεις δεν περιείχε τις
λέξεις 'κ','ρε', 'ότι', 'οτι', 'κι', 'β','και','από', 'εχει','έχει','ένα','ενα','αυτό','αυτο', 'απο', 'ειναι', 'είναι', 'λέει','ή',
'κάνει', 'υπάρχει’, επομένως επεκτάθηκε με αυτές. Επίσης, εμφανιζόντουσαν οι συντομογραφίες “κλ”, “κ”,
“ρε”, “β” συνεπώς αφαιρέθηκαν. Τέλος, καθώς στο συγκεκριμένο σύνολο εμφανιζόντουσαν συχνά οι λέξεις
'φωτιά', 'φωτιές', 'εύβοια', 'ευβοια', 'πυρκαγιές', 'πυρκαγιες', 'πυρκαγια', 'πυρκαγιά', 'φωτια', 'βόρεια', 'φωτιες',
'εύβοια', 'ευβοια', 'πυρκαγιαευβοια', 'φωτιαευβοια', 'ευβοιαφωτια', οι οποίες δεν προσδίδουν κάποια σημαντική
πληροφορία για το εκάστοτε tweet (καθώς έγινε η υπόθεση πως για να είναι μέρος του συγκεκριμένου
συνόλου εννοείται πως σχετίζονται με τις προαναφερθείσες λέξεις), αφαιρέθηκαν και αυτές από το σύνολο. Η
διαδικασία ορισμού των αρχικών συνόλων καθώς και η επέκταση τους, φαίνεται παρακάτω:

import advertools as adv

import nltk

nltk.download('stopwords')

gr_stopwords = set(adv.stopwords['greek'])

en_stopwords = set(stopwords.words('english'))

gr_stopwords_ext = gr_stopwords | \ {'&amp;', 'rt','κ','ρε', 'ότι', 'οτι', 'κι',
'β','και','κλ','από', 'εχει','έχει','ένα','ενα','αυτό','αυτο', 'απο', 'ειναι', 'είναι',
'λέει','ή', 'κάνει', 'υπάρχει' , 'φωτιά', 'φωτιές', 'εύβοια', 'ευβοια', 'πυρκαγιές',
'πυρκαγιες', 'πυρκαγια', 'πυρκαγιά', 'φωτια', 'βόρεια', 'φωτιες', 'εύβοια', 'ευβοια',
'πυρκαγιαευβοια', 'φωτιαευβοια', 'ευβοιαφωτια'}
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Για να γίνει αυτή η διαδικασία για όλα τα tweets, για κάθε γραμμή του dataframe που περιέχει τα
δεδομένα (δηλαδή για κάθε tweet), έγινε ανάγνωση του περιεχομένου της και απορρίφθηκαν οι λέξεις
που ανήκουν στα σύνολα που ορίστηκαν παραπάνω, όπως φαίνεται παρακάτω:

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: ' '.join([word for word in row.split() if (not word in

gr_stopwords_ext)]))

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: ' '.join([word for word in row.split() if (not word in

en_stopwords)]))

6.3.4 Αφαίρεση URLs

Για την αφαίρεση των URLs, ορίστηκε ένα string το url_re το οποίο περιέχει τους πιθανούς τρόπους με
τους οποίους θα μπορούσε να αναπαρασταθεί ένα URL. Στην συνέχεια για κάθε γραμμή (row) του
dataframe το πεδίο Text (δηλαδή το κείμενο κάθε tweet) χωρίστηκε σε λέξεις, για κάθε λέξη γινόταν
σύγκριση με το string αυτό και εάν είχε αυτή τη μορφή τότε δεν συμπεριλαμβανόταν στο τελικό κείμενο
του tweet. Ο τρόπος με τον οποίο έγινε αυτό φαίνεται παρακάτω:

import re

url_re =

'(https?:\/\/(?:www\.|(?!www))[a-zA-Z0-9][a-zA-Z0-9-]+[a-zA-Z0-9]\.[^\s]{2,}|www\.[

a-zA-Z0-9][a-zA-Z0-9-]+[a-zA-Z0-9]\.[^\s]{2,}|https?:\/\/(?:www\.|(?!www))[a-zA-Z0-

9]+\.[^\s]{2,}|www\.[a-zA-Z0-9]+\.[^\s]{2,})'

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: ' '.join([word for word in row.split() if not

re.match(url_re, word)]))

6.3.5 Αφαίρεση Emojis & Άλλων Συμβόλων

Για την αφαίρεση των emojis και άλλων αντίστοιχων συμβόλων, χρησιμοποιήθηκε η παρακάτω
συνάρτηση29, η οποία όταν δέχεται ως είσοδο ένα string, αφαιρεί από αυτό τα κομμάτια του που
συμφωνούν με το pattern των emojis και των άλλων συμβόλων.

29 https://stackoverflow.com/questions/33404752/removing-emojis-from-a-string-in-python
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def remove_emojis(text):

regrex_pattern = re.compile(pattern = "["

u"\U0001F600-\U0001F64F" # emoticons

u"\U0001F300-\U0001F5FF" # symbols & pictographs

u"\U0001F680-\U0001F6FF" # transport & map symbols

u"\U0001F1E0-\U0001F1FF" # flags (iOS)

"]+", flags = re.UNICODE)

return regrex_pattern.sub(r'',text)

Για να γίνει αυτή η διαδικασία για όλα τα tweets η συνάρτηση αυτή καλείται για κάθε γραμμή του
dataframe που περιέχει τα δεδομένα (δηλαδή για κάθε tweet), όπως φαίνεται παρακάτω:

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: remove_emojis(row))

6.3.6 Word Tokenization

Για το tokenization των λέξεων, χρησιμοποιήθηκε το πακέτο nltk.tokenize30 της βιβλιοθήκης nltk. Πιο
συγκεκριμένα, αφού από τα δεδομένα είχαν πλέον αφαιρεθεί τα σημεία στίξης και άλλοι χαρακτήρας
διαχωρισμού, οι λέξεις πλέον ήταν χωρισμένες μόνο με κενά. Συνεπώς ορίστηκε το κενό ως tokenizer και
στην πορεία οι λέξεις χωρίστηκαν με βάση αυτόν τον χαρακτήρα. Αυτή η διαδικασία, όπως και σε όλες
τις υπόλοιπες περιπτώσεις εφαρμόστηκε για κάθε row του dataframe, δηλαδή ξεχωριστά για κάθε tweet,
όπως φαίνεται και παρακάτω:

from nltk.tokenize import word_tokenize, RegexpTokenizer

tokenizer = RegexpTokenizer(r'\w+')

df_copy['tokenized_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: tokenizer.tokenize(row))

6.3.7 Word Lemmatization

Για το Lemmatization των λέξεων χρησιμοποιήθηκε η βιβλιοθήκη SpaCy η οποία δίνει τη δυνατότητα
lemmatization ελληνικών λέξεων31. Πιο συγκεκριμένα, αφού ένα κείμενο είχε γίνει tokenized, έμπαινε
σαν είσοδο στη συνάρτηση που φαίνεται παρακάτω η οποία έκανε lemmatize κάθε token που είχε
δημιουργηθεί από την προηγούμενη επεξεργασία και επέστρεφε μία λίστα με τα lemmatized tokens.

31 https://spacy.io/models/el
30 https://www.nltk.org/_modules/nltk/tokenize/regexp.html
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def lemmatize(row):

new_row = []

for token in row:

new_token = nlp(token)

for ntoken in new_token:

new_row.append(ntoken)

return [token.lemma_ for token in new_row]

Για να γίνει αυτή η διαδικασία για όλα τα tweets η συνάρτηση αυτή καλείται για κάθε γραμμή του
dataframe που περιέχει τα δεδομένα (δηλαδή για κάθε tweet), όπως φαίνεται παρακάτω:

df_copy['lemmatized_' + tweet_col] = df_copy['tokenized_' + tweet_col].apply(lambda

row: lemmatize(row))

6.3.8 Αφαίρεση Τονισμού

Για να απλοποιηθούν οι λέξεις και να μην περιέχουν τονισμούς, χρησιμοποιήθηκε η βιβλιοθήκη
Unidecode της Python, η οποία μετατρέπει τους χαρακτήρες ενός string που δεν είναι ASCII σε
χαρακτήρες ASCII. Συγκεκριμένα, δημιουργήθηκε μία συνάρτηση που επιτελεί αυτή την λειτουργία για
κάθε token των tweets αφού έχουν γίνει tokenized και lemmatized όπως φαίνεται και παρακάτω:

import unidecode

def remove_accents(text):

new_text = []

for token in text:

new_token = unidecode.unidecode(token)

new_text.append(new_token)

return new_text

Για να γίνει αυτή η διαδικασία για όλα τα tweets η συνάρτηση αυτή καλείται για κάθε γραμμή του
dataframe που περιέχει τα δεδομένα (δηλαδή για κάθε tweet), όπως φαίνεται παρακάτω:

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' +

tweet_col].apply(lambda row: remove_accents(row))

79



6.3.9 Σύνοψη προεπεξεργασίας κειμένου

Συνοπτικά, τα δεδομένα πριν από αυτή την επεξεργασία είχαν τη μορφή που φαίνεται παρακάτω:

Εικόνα 7: Παράδειγμα μορφής δεδομένων πριν την επεξεργασία φυσικής γλώσσας

Ενώ μετά από την επεξεργασία, είχαν προστεθεί οι εξής στήλες:

Εικόνα 8: Παράδειγμα μορφής δεδομένων μετά την επεξεργασία φυσικής γλώσσας

Σημαντικό είναι, επίσης, να αναφερθεί ότι αυτή η διαδικασία εφαρμόστηκε σε όλα τα δεδομένα (δηλαδή
για όλα τα datasets) και ο κώδικας μπορεί να φανεί εδώ στο Appendix B - Κώδικας Επεξεργασίας
Δεδομένων.
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6.4 Εύρεση Θέματος Κειμένου

Το επόμενο βήμα στην επεξεργασία του κειμένου ήταν η μοντελοποίησή του, προκειμένου να βρεθούν το
topic του κάθε tweet. Αυτό έγινε με την τεχνική LDA, όπως περιγράφεται και στην ενότητα “2.4.1 LDA”.
Κύριος στόχος αυτού του βήματος ήταν η εύρεση του θέματος του κάθε tweet προκειμένου να είναι
δυνατή η εκπαίδευση και αξιολόγηση των αλγορίθμων μηχανικής μάθησης που εφαρμόστηκαν στην
πορεία της ανάλυσης. Αξίζει, επίσης, να αναφερθεί πως η τεχνική αυτή εφαρμόστηκε μόνο στο
during_disaster_dataset και στα επιμέρους dataset των ημερών και όχι στο post_disaster_dataset, για το
οποίο ακολουθήθηκε άλλη διαδικασία όπως θα περιγραφεί στην ενότητα “7.1 Δυαδική ταξινόμηση των
tweets σχετικών με την καταστροφή”.

Το LDA εφαρμόστηκε στα δεδομένα που είχαν προεπεξεργαστεί και είχαν την μορφή tokens, ενώ
χρησιμοποιήθηκαν οι τεχνικές Bag-Of-Words όπως επεξηγήθηκε στην ενότητα “2.4.2 Bag of Words” και
η τεχνική TF-IDF, όπως επεξηγήθηκε στην ενότητα “2.4.3 TF-IDF”. Αρχικά, για κάθε τεχνική
εξετάστηκαν οι πιθανές τιμές του u-mass coherence score όπως αυτό περιγράφεται στην ενότητα “2.4.1
Latent Dirichlet Allocation” για διαφορετικά πλήθη topics (πιο συγκεκριμένα 3 έως 9), με σκοπό να
χρησιμοποιηθεί εν τέλει ο αριθμός των topic που εμφάνιζε το καλύτερο Score.

6.4.1 Μοντελοποίηση κειμένου με χρήση της τεχνικής Bag-Of-Words
Αρχικά, δημιουργήθηκε ένα λεξικό με τις λέξεις που περιλάμβανε το κάθε tweet, δηλαδή με τα tokens
που είχαν δημιουργηθεί στο προηγούμενο βήμα της επεξεργασίας, με τη βοήθεια της βιβλιοθήκης gensim
όπως περιγράφηκε στην ενότητα “3.1.6 Gensim” . Στη συνέχεια, δημιουργήθηκε το corpus με την τεχνική
Bag-Of-Words και στην πορεία εφαρμόστηκε το LDA, με παραμέτρους το corpus και το dictionary όπως
ορίστηκαν προηγουμένως. Για τον αριθμό των topics, δοκιμάστηκαν διαφορετικές τιμές της παραμέτρους
nb_topics (από 3 έως 9). Για κάθε επανάληψη, γινόταν ο υπολογισμός του u-mass coherence score το
οποίο αποθηκευόταν σε μία λίστα με όλα τα coherence scores. Στο τέλος, τυπώθηκε μία γραφική
παράσταση που έδειχνε την τιμή του coherence score για τον κάθε αριθμό topics.
Τα αποτελέσματα για κάθε dataset θα παρουσιαστούν αναλυτικότερα στην Ενότητα “7. Πειραματική
Μελέτη” και πιο συγκεκριμένα στην παράγραφο “7.2 Μοντελοποίηση Κειμένου για εύρεση θεμάτων
tweets ανά ημέρα”. Ωστόσο, παρακάτω φαίνεται ένα παράδειγμα της εξόδου, πιο συγκεκριμένα από την
εφαρμογή του LDA όπως εφαρμόστηκε αρχικά στο during_disaster_dataset, το οποίο όμως δεν
χρησιμοποιήθηκε εν τέλει καθώς δεν παρουσίασε ικανοποιητικά αποτελέσματα. Ο κώδικας για το
συγκεκριμένο στάδιο μπορεί να βρεθεί στο Appendix C - Κώδικας Μοντελοποίησης Κειμένου.
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Διάγραμμα 2: Παράδειγμα γραφικής παράστασης coherence score - αριθμού topics στο during_disaster_dataset

6.4.2 Μοντελοποίηση κειμένου με χρήση της τεχνικής TF-IDF

Αντίστοιχα με την τεχνική Bag-of-Words, εφαρμόστηκε το LDA με την τεχνική TF-IDF. Η
διαφοροποίηση στον κώδικα έγκειται στη δημιουργία του corpus για το οποίο στην προκειμένη
περίπτωση χρησιμοποιήθηκε αρχικά αυτό που είχε οριστεί για την τεχνική BoW και στη συνέχεια
μοντελοποιήθηκε κατάλληλα για να αναλυθεί με την τεχνική TF-IDF. Τα αποτελέσματα και για αυτό το
πείραμα θα φανούν αναλυτικά για κάθε dataset της κάθε ημέρας στην ενότητα “7.2 Μοντελοποίηση
Κειμένου για εύρεση θεμάτων tweets ανά ημέρα”.

Στην πορεία, από τις συνολικές επιλογές έγινε η επιλογή της περίπτωσης με το καλύτερο u-mass
coherence score. Αφού εφαρμόστηκε το LDA με τη συγκεκριμένη τιμή για τον αριθμό των topics και την
τεχνική που παρουσιάσε τα καλύτερα αποτελέσματα, υπολογίστηκε και το Perplexity Score όπως και
αυτό ορίζεται στην ενότητα “2.4.1 Latent Dirichlet Allocation” και παρουσιάστηκαν γραφικά οι 10 πιο
συχνές λέξεις για κάθε topic, προκειμένου να οριστεί σημασιολογικά το κάθε ένα.
Ένα παράδειγμα (και αυτή τη φορά από την ανάλυση του συνόλου during_disaster_dataset) μπορεί να
φανεί παρακάτω:

82



Εικόνα 9: Παράδειγμα συχνότερων λέξεων ανά topic στην περίπτωση του during_disaster_dataset

6.5 Τα τελικά datasets

Σε κάθε περίπτωση, όπως αναφέρθηκε και παραπάνω, εφόσον ολοκληρώθηκαν οι παραπάνω αναλύσεις
έγινε επιλογή της περίπτωσης με το καλύτερο U-Mass Coherence Score. Τα αποτελέσματα αυτής
προστέθηκαν ως μία επιπρόσθετη στήλη στα ήδη προ επεξεργασμένα δεδομένα. Ταυτόχρονα
προστέθηκαν και οι στήλες “Topic_Perc_Contribution” (δηλαδή το ποσοστό συνεισφοράς που έχει το
κάθε tweet στο topic) καθώς και η “Topic_Key_Words” (που περιλαμβάνει τις λέξεις κλειδιά του topic
στο οποίο ανήκει το tweet). Συνεπώς τα δεδομένα του συνόλου during_disaster_dataset πλέον είχαν τη
μορφή που φαίνεται παρακάτω:
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Εικόνα 10: Παράδειγμα μορφής δεδομένων μετά την προσθήκη topic από το LDA

7. Πειραματική Μελέτη

Στην παρούσα ενότητα θα γίνει η χρήση των αλγορίθμων ταξινόμησης που περιγράφηκαν στην ενότητα
“2.3 Αλγόριθμοι Ταξινόμησης” καθώς και των τεχνικών που έχουν αναφερθεί στην ενότητα “2.4
Επεξεργασία Φυσικής Γλώσσας”

Αρχικά, με τη χρήση αλγορίθμων μηχανικής μάθησης θα πραγματοποιηθεί δυαδική ταξινόμηση στα
tweets της χρονικής περιόδου Σεπτέμβριος - Δεκέμβριος, προκειμένου να εντοπιστούν αυτά που είναι
σχετικά με την καταστροφή.
Στη συνέχεια, για τη διάρκεια της καταστροφής και πιο συγκεκριμένα για κάθε ημέρα από τις 03
Αυγούστου έως και τις 13 Αυγούστου 2021 θα εφαρμοστεί η τεχνική LDA για την εύρεση των θεματικών
του κάθε tweet. Στην πορεία θα χρησιμοποιηθούν αυτά τα δεδομένα για την εκπαίδευση αλγορίθμων
ταξινόμησης πολλαπλών κλάσεων ώστε να ταξινομούν τα tweets των ημερών ανάλογα με τις κλάσεις
τους.

Τέλος, θα γίνει μία σύντομη παρουσίαση των αποτελεσμάτων από μία αντίστοιχη καταστροφή και πιο
συγκεκριμένα από τις πυρκαγιές που συνέβησαν στην Τουρκία το καλοκαίρι του 2021.

7.1 Δυαδική ταξινόμηση των tweets σχετικών με την καταστροφή

Όπως αναφέρθηκε παραπάνω, στο post_disaster_dataset και πιο συγκεκριμένα στα δεδομένα από τον
Σεπτέμβριο έως και τον Δεκέμβριο του 2021 χρειάστηκε να γίνει μία ταξινόμηση, έτσι ώστε να
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εντοπιστούν τα δεδομένα εκείνης της χρονικής περιόδου που ήταν σχετικά με την καταστροφή. Ο τρόπος
με τον οποίο επιτεύχθηκε αυτό ήταν με αλγορίθμους μηχανικής μάθησης για δυαδική ταξινόμηση.

Στην ενότητα “6. Συλλογή κα προεπεξεργασία δεδομένων” εξηγήθηκε πως τα δεδομένα αυτού του
dataset, μετά την επεξεργασία τους είχαν τα features: Datetime, Tweet Id, Text, Tokenized Text,
Lemmatized Text, συνεπώς δεν περιείχαν κάποια πληροφορία σχετικά με το εάν ήταν σχετικά με την
καταστροφή. Επομένως, για να είναι εφικτό να εκπαιδευτούν αλλά και να αξιολογηθούν στην πορεία
αυτοί οι αλγόριθμοι, χρειάστηκε να δημιουργήσουμε ένα train dataset από αυτά τα δεδομένα, το οποίο θα
περιείχε μία μεταβλητή η οποία θα όριζε εάν το tweet ήταν σχετικό με την καταστροφή. Με βάση αυτό
θα εκπαιδευοντουσαν και θα αξιολογούνταν οι αλγόριθμοι.

Αρχικά, το dataset αυτό περιλάμβανε 6.433 tweets. Για τον ορισμό του train dataset επιλέχθηκε τυχαία
περίπου το 50% των δεδομένων, δηλαδή τα 3000 tweets. Έγινε μία ανάλυση αυτών και εντοπίστηκε πως
αυτά που αναφερόντουσαν στην καταστροφή περιείχαν τουλάχιστον μία από τις λέξεις: βόρεια,
πυρκαγιές, φωτιές, φωτιά, ανασχηματισμός, ανεμογεννήτριες, εθελοντές, ανασυγκρότηση, πυρκαγιά,
πυρκαγιές, καμμένα, πλημμύρα, πλημμύρες. Επομένως, ορίστηκε μία νέα μεταβλητή target (ως ένα νέο
feature των δεδομένων στο dataset) η οποία τέθηκε ίση με 1 για τα tweets που περιείχαν κάποια από τις
παραπάνω λέξεις και ίση με 0 αλλιώς. Με βάση αυτό το φιλτραρισμα, 1945 από αυτά τα 3000 ήταν
σχετικά με την καταστροφή, ενώ έγινε και μία τυχαία ανάγνωση για να βεβαιωθούμε πως αυτά τα φίλτρα
ήταν έγκυρα.

Αφού δημιουργήθηκε αυτό το dataset, ξεκίνησε η διαδικασία για την εκπαίδευση των αλγορίθμων.
Αρχικά, έγινε ο διαχωρισμός του dataset σε train και test dataset, ενώ πιο συγκεκριμένα έγινε ο ορισμός
των datasets X_train, X_test, y_train, y_test με χρήση της συνάρτησης train_test_split32 της βιβλιοθήκης
sklearn.
Χρησιμοποιήθηκε η μεταβλητή test_size η οποία ορίζει το ποσοστό των δεδομένων που θα επιλεχθεί για
να ανήκει στο test dataset, συνεπώς στην προκειμένη περίπτωση το 25% των δεδομένων έγιναν test data.
Επίσης, η μεταβλητή random_state ορίζει αν θα γίνει ανακάτεμα (shuffling) των δεδομένων πριν γίνει η
επιλογή. Στην προκειμένη περίπτωση όμως, επειδή το train_dataset ήταν ήδη ανακατεμένο κατά τον
ορισμό του δε χρειάστηκε να χρησιμοποιηθεί αυτή η μεταβλητή.

Επομένως τα dataset που αναφέρθηκαν είχαν τα εξής χαρακτηριστικά:
1. X_train: περιείχε τα προ επεξεργασμένα κείμενα-περιεχόμενα των tweets με βάση των οποίων θα

γινόταν η εκπαίδευση των αλγορίθμων. (Μέγεθος dataset: 2250)
2. Y_train: περιείχε τις τιμές της μεταβλητής target για τα παραπάνω δεδομένα (Μέγεθος dataset:

2250)
3. X_test: περιείχε τα προ επεξεργασμένα κείμενα-περιεχόμενα των tweets με βάση τα οποία θα

γινόταν η αξιολόγηση των αλγορίθμων. (Μέγεθος dataset: 750)
4. Y_train: περιείχε τις τιμές της μεταβλητής target για τα παραπάνω δεδομένα (Μέγεθος dataset:

750)

32 https://scikit-learn.org/stable/modules/generated/sklearn.model_selection.train_test_split.html
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Όπως αναφέρθηκε και παραπάνω, τα δεδομένα δεν ήταν ισορροπημένα, έτσι προκειμένου να
εξισορροπηθούν ώστε να αποφευχθεί η δημιουργία προκατάληψης στα δεδομένα, επιλέχθηκε να
εφαρμοστεί η τεχνική oversampling. Για να γίνει αυτό, χρησιμοποιήθηκε η συνάρτηση SMOTE33 της
βιβλιοθήκης imblearn.
Η συγκεκριμένη συνάρτηση διαθέτει την παράμετρο sampling_strategy η οποία ισούται με την κατανομή
των δεδομένων της κλάσης με τα λιγότερα δεδομένα (Minority Class) προς αυτή με τα περισσότερα
(Majority Class). Στην συγκεκριμένη εφαρμογή αυτή ορίστηκε ίση με 1, συνεπώς, η κατανομή των
δεδομένων ήταν πλέον 1:1, στα παρακάτω διαγράμματα φαίνεται η κατανομή των κλάσεων πριν και μετά
την εφαρμογή της συνάρτησης:

Διάγραμμα 3: Κατανομή των tweets στο post_disaster_dataset πριν και μετά το oversampling

Στην πορεία, εφαρμόστηκε μία σειρά από αλγορίθμους ταξινόμησης με σκοπό την εύρεση του
αλγορίθμου με τις καλύτερες αποδόσεις.
Πιο συγκεκριμένα, δοκιμάστηκαν διαδοχικά οι αλγόριθμοι Λογιστική Παλινδρόμηση, Δέντρα
Αποφάσεων, k-Nearest Neighbors, SVM, Gradient Boosting Classifier, Τυχαία Δάση, AdaBoost,
Multinomial Naive Bayes, Perceptron, XGBoost, οι οποίοι ορίστηκαν στην ενότητα “2.3 Αλγόριθμοι
Ταξινόμησης”.
Έπειτα, έγινε εφαρμογή αυτών των αλγορίθμων και η καταγραφή των μετρικών Testing Accuracy,
Validation Accuracy, Recall, Precision, F1 Score, επίσης τυπώθηκαν τα Confusion Matrix για κάθε
περίπτωση. Η διαδικασία αυτή μπορεί να φανεί στο Appendix D - Κώδικας Δυαδική Ταξινόμηση Tweets.

33 https://imbalanced-learn.org/stable/references/generated/imblearn.over_sampling.SMOTE.html
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Classifier Training
Time

Validation
Accuracy

Training
Accuracy

Precision Recall F1 Score

LR 0.281354 0.797333 0.998617 0.887892 0.79358
7

0.838095

DT 0.622806 0.813333 0.998963 0.890869 0.80160
3

0.843882

KNN 0.001636 0.422667 0.594744 1.000000 0.134269 0.236749

SVC 1.468985 0.766667 0.989627 0.777397 0.909820 0.838412

GB 2.653049 0.834667 0.844053 0.968023 0.667335 0.790036

RF 1.448194 0.834667 0.998617 0.943662 0.80561
1

0.869189

AdaBoost 1.651891 0.788000 0.895228 0.914842 0.753507 0.826374

MNB 0.003313 0.764000 0.985477 0.832645 0.80761
5

0.819939

Perceptron 0.006481 0.764000 0.998617 0.832298 0.805611 0.818737

XGB 3.143473 0.780000 0.881397 0.932642 0.72144
3

0.813559

Πίνακας 6: Αποτελέσματα αλγορίθμων δυαδικής ταξινόμησης για το post_diaster_dataset

Όπως φαίνεται από τα παραπάνω στοιχεία, παρόλο που καλύτερη τιμή Validation Accuracy έχουν οι
αλγόριθμοι Λογιστική Παλινδρόμηση, Δέντρα Αποφάσεων, Τυχαία Δάση και XGBoost, παρατηρείται
μεγάλη διαφορά ανάμεσα στο precision και το recall τους, γεγονός που δείχνει πως υπάρχει κάποια
προκατάληψη ως προς κάποια κατηγορία. Ωστόσο, ο αλγόριθμος MNB ενώ έχει χαμηλότερες τιμές για
κάποιες μετρικές, παρουσιάζει μικρή διαφορά στο precision και το recall του. Παρακάτω μπορεί να φανεί
το Confusion Matrix για αυτόν τον αλγόριθμο:

Προβλεπόμενες Τιμές

Positive Negative

Πραγματικές Τιμές
Positive 170 81
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Negative 96 403

Πίνακας 7: Confusion Matrix αλγορίθμου MNB στην περίπτωση του post_disaster_dataset

Όπως επιβεβαιώνεται και από τον παραπάνω πίνακα, ο αλγόριθμος Multinomial Naive Bayes δεν
παρουσιάζει κάποια έντονη προκατάληψη ως προς κάποια κλάση επομένως επιλέχθηκε για να
εφαρμοστεί στο αρχικό dataset της περιόδου Σεπτέμβριος - Δεκέμβριος. Έτσι, είχαμε συνολικά 3716
tweets εκείνης της περιόδου τα οποία ήταν σχετικά με την καταστροφή.
Καθώς τα δεδομένα θεωρήθηκαν λίγα σε σχέση με το πλήθος των δεδομένων στα υπόλοιπα datasets, τα
δεδομένα που απομονώθηκαν δε χρησιμοποιήθηκαν σε κάποια περαιτέρω ανάλυση. Ωστόσο, η
παραπάνω διαδικασία παρουσιάστηκε καθώς θεωρήθηκε ένα αντιπροσωπευτικό παράδειγμα για τον
τρόπο απομόνωσης δεδομένων σχετικών με την καταστροφή.

7.2 Μοντελοποίηση Κειμένου για εύρεση θεμάτων tweets ανά ημέρα
Όπως περιγράφηκε και στην ενότητα “6.4 Εύρεση Θέματος Κειμένου”, για να είναι εφικτή η εκπαίδευση
και η αξιολόγηση των αλγορίθμων που θα ταξινομούν τα tweets σύμφωνα με τις θεματικές τους, ήταν
αναγκαίο να αντληθεί αρχικά κάποια πληροφορία για αυτά, με βάση την οποία θα γινόταν η εκπαίδευση.
Συνεπώς, για την μοντελοποίηση του κειμένου και την εξαγωγή συμπερασμάτων σχετικά με τις θεματικές
τους εφαρμόστηκε η τεχνική LDA. Εφόσον ανά ημέρα είναι πιθανό να προκύπτουν νέα θέματα, η
μέθοδος αυτή εφαρμόστηκε σε κάθε dataset κάθε ημέρας της καταστροφής.
Όπως, επίσης, αναφέρθηκε στην ενότητα “6.4 Εύρεση Θέματος κειμένου”, για κάθε dataset έγινε
εφαρμογή του LDA τόσο με την τεχνική Bag-of-Words οσο και με την TF-IDF, ενώ δοκιμάστηκαν
πιθανές τιμές για τον αριθμό των topics από 3 έως 9. Στις επόμενες παραγράφους θα παρουσιαστούν τα
αποτελέσματα κάθε ημέρας.

7.2.1 03 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες34 η πρώτη φωτιά στην Εύβοια ξέσπασε στις 03 Αυγούστου στις 15:30,
ενώ λίγο αργότερα τέθηκε υπό έλεγχο. Όμως στην πορεία τέθηκε εντολή για εκκένωση του οικισμού
Ρετσινόλακκος που είναι κοντά στη Λίμνη Ευβοίας και του οικισμού Κοκκίνη, καθώς πολύ κοντά σε
αυτούς είχε ξεσπάσει μεγάλη φωτιά.

Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 03 Αυγούστου του 2021:

34 https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
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Εικόνα 11: Εικόνα φωτιάς από δορυφόρο στις 03 Αυγούστου 202135

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Σπίτια
● Λίμνη
● Μεγάλη
● Ρόδος
● Μάνη
● Χωριά
● Κως
● Καίγονται
● Εκκενώνονται
● Κατάσταση

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με άλλες καταστροφές αλλά και περιγραφής της κατάστασης στην Εύβοια.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

35 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z
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Εικόνα 13: [03/08/2021] Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με τη μοντελοποίηση του κειμένου για το συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics πιο συγκεκριμένα από
3 έως 9. Το αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 4: [03/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -9.1986. Για περισσότερα topics το
U-Mass Coherence Score μειώνεται σημαντικά, γεγονός που σημαίνει πως για 4 topics και πάνω, αυτά θα
ήταν λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 5: [03/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση φαίνεται να έχει η περίπτωση με τα 3 topics,
ενώ και σε αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics. Ωστόσο, το
καλύτερο U-Mass Coherence Score με τη συγκεκριμένη τεχνική ήταν ίσο με -10.286, επομένως για τη
συγκεκριμένη ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 3 topics, της
οποίας τα αποτελέσματα φαίνονται παρακάτω:

Εφαρμόζοντας το LDA με την τεχνική BoW, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -7.628
και οι top 10 Λέξεις για κάθε topic, οι οποίες φαίνονται παρακάτω:
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Εικόνα 12: [03/08/2021] Top 10 λέξεις για κάθε topic

Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:
1. Topic 0:  Άλλες καταστροφές
2. Topic 1: Έκτακτη Ανάγκη & Κατάσταση
3. Topic 2: Εκκένωση κατοικήσιμων περιοχών

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
στο dataset, δηλαδή κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 6: [03/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, παρατηρείται ότι κατά τη διάρκεια εκείνης της ημέρας, υπερτερούσε κυρίως η αναφορά σε
άλλες καταστροφές καθώς και η ενημέρωση για την εκκένωση των κατοικήσιμων περιοχών.

7.2.2 04 Αυγούστου 2021
Σύμφωνα με τοπικές ιστοσελίδες36 σχετικά με τις 04 Αυγούστου 2021, μέχρι το τέλος της ημέρας είχαν
εκκενωθεί συνολικά οκτώ χωριά και οικισμοί. Εκείνο το βράδυ η φωτιά είχε πλέον αναπτύξει τέσσερα
μεγάλα μέτωπα τα οποία κατά τη διάρκεια της νύχτας μετακινούνταν προς το βουνό και όταν ξημέρωσε
είχαν κατεύθυνση προς παραλιακές περιοχές.
Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς37 στις 04 Αυγούστου του 2021:

37 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z
36 https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
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Εικόνα 14: [04/08/2021] Εικόνα φωτιάς από δορυφόρο

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Λίμνη Εύβοιας
● *προσβλητική φράση κατά του πρωθυπουργού*
● Σπίτια
● Ροβιές
● Μέτωπα
● Ελλάδα
● Καίγεται

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την περιγραφή της κατάστασης, με έκφραση οργής προς την κυβέρνηση αλλά και να γίνει αναφορά σε
άλλες καταστροφές.

Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:
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Εικόνα 15: [04/08/2021] Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics όπως σε κάθε
περίπτωση από 3 έως 9. Το αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 7: [04/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, για την οποία τιμή το UMass Coherence Score ισούται με -5.052. Για μεγαλύτερες τιμές το UMass
Coherence Score φαίνεται να μειώνεται, με εξαίρεση την περίπτωση των 7 topics κατά την οποία όμως
δεν παρουσιάζει σημαντική αύξηση. Αυτό σημαίνει πως για μεγαλύτερο αριθμό topics από 3, αυτά θα
ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 8: [04/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση έχει και αυτή τη φορά η περίπτωση με τα 3
topics, ενώ και σε αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics, αυτή
τη φορά με εξαίρεση την περίπτωση των 8 topics, στην οποία φαίνεται να αυξάνεται ελαφρώς. Ωστόσο, η
καλύτερη τιμή του U-Mass Coherence Score για την συγκεκριμένη τεχνική είναι ίση με -6.593, επομένως
καθώς η προηγούμενη τεχνική παρουσίαση καλύτερα αποτελέσματα, για τη συγκεκριμένη ημέρα
επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW. Για αυτή την περίπτωση, τυπώθηκαν το
Perplexity Score το οποίο ήταν ίσο με -8.265 και οι top 10 Λέξεις για κάθε topic. Τα αποτελέσματα
φαίνονται παρακάτω:
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Εικόνα 16: [04/08/2021] Top 10 λέξεις για κάθε topic38

Παρατηρώντας τις παραπάνω λέξεις, τα topics αυτά θα μπορούσαν να οριστούν ως εξής:

1. Topic 0: Έκκληση για βοήθεια & περιοχές με ανάγκη για βοήθεια
2. Topic 1: Εκκένωση κατοικήσιμων περιοχών & Περιγραφή της κατάστασης
3. Topic 2: Οργή προς την κυβέρνηση

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
στο dataset δηλαδή κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 9: [04/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, παρατηρείται ότι κατά τη διάρκεια εκείνης της ημέρας, υπερτερούσε κυρίως η έκκληση για
βοήθεια, ενώ οι θεματικές έκφρασης οργής προς την κυβέρνηση καθώς και η περιγραφή της καταστασης
και των εκκενώσεων, είχαν περίπου την ίδια εμφάνιση.

7.2.3 05 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες39 στις 05 Αυγούστου 2021 τα μέτωπα είχαν ενωθεί δημιουργώντας μία
μεγάλη πυρκαγιά που εκτεινόταν από τον Ευβοϊκό Κόλπο μέχρι το Αιγαίο.

Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 05 Αυγούστου του 2021:

39 https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
38 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητικές φράσεις κατά του πρωθυπουργού
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Εικόνα 17: [05/08/2021]  Εικόνα της φωτιάς από δορυφόρο40

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Λίμνη Εύβοιας
● Ηλεία
● Ρόβιες
● *προσβλητική φράση για τον πρωθυπουργό*
● Μητσοτακηπαραιτησου
● Αρχαιαολυμπια
● Εκκενωσεις
● Χωρια

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την περιγραφή της κατάστασης και των εκκενώσεων, την αναφορά σε άλλες καταστροφές και με την
έκφραση οργής προς την κυβέρνηση.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

40 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-05;@23.9,38.4,10z
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Εικόνα 18: [05/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, όπως σε κάθε
περίπτωση από 3 έως 9. Το αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 10: [05/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζουν οι περιπτώσεις με
τα 3 και 4 topics, έχοντας αντίστοιχα U-Mass Coherence Score ίσα με -4.159 και -4.125. Για μεγαλύτερες
τιμές το Coherence Score φαίνεται να μειώνεται, γεγονός που σημαίνει πως για μεγαλύτερο αριθμό
topics, αυτά θα ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 11: [05/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση φαίνεται να έχει η περίπτωση με τα 4 topics,
ενώ για αριθμό topics πάνω από 4, το UMass Coherence Score πέφτει, με εξαίρεση την περίπτωση των 7
topics που φαίνεται να αυξάνεται. Ωστόσο, για την περίπτωση με τα 4 topics το U-Mass Coherence Score
είναι ίσο με -6.664, επομένως για τη συγκεκριμένη ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την
τεχνική BoW καθώς είχε καλύτερο Coherence Score.

Για αυτή την περίπτωση, καθώς η διαφορά στο U-Mass Coherence Score ήταν πολύ μικρή, επιλέχθηκε να
εξεταστεί τόσο η περίπτωση με τα 4 όσο και με τα 3 topics, συνεπώς για αυτά τυπώθηκαν τόσο το
Perplexity Score όσο και οι top 10 Λέξεις για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω.

Για την περίπτωση των 4 topics, το Perplexity ηταν ίσο με -8.372 και οι top λέξεις οι εξής:
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Εικόνα 19: [05/08/2021] Top 10 λέξεις για κάθε topic, περίπτωση με 4 topics41

Ενώ για την περίπτωση των 3 topics, το Perplexity ηταν ίσο με -8.350 και οι top λέξεις οι εξής:

Εικόνα 20: [05/08/2021] Top 10 λέξεις για κάθε topic, περίπτωση με 3 topics42

42 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού
41 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού
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Συνεπώς, αφού το Perplexity Score φαίνεται να είναι ελαφρώς καλύτερο στην περίπτωση των 3 topics,
αλλά και επειδή ο διαχωρισμός φαίνεται πιο λογικός ως προς τον ορισμό των topics, επιλέχθηκε η
κατηγορία με τα 3 topics.

Παρατηρώντας αυτές τις λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:

1. Topic 0: Εκκένωση περιοχών
2. Topic 1: Οργή προς την κυβέρνηση
3. Topic 2: Περιγραφή κατάστασης & άλλων καταστροφών

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 12: [05/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας, μεγαλύτερη αναφορά γινόταν για θέματα σχετικά με τις
εκκενώσεις αλλά και με την έκφραση της οργής προς την κυβέρνηση.

7.2.4 06 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες43 στις 06 Αυγούστου 2021 η φωτιά απειλούσε τις περιοχές Στροφυλιά
και Μαντούδι, ενώ η φωτιά επέστρεφε σε περιοχές που θεωρούνταν υπό έλεγχο. Η φωτιά κύκλωσε τη
Λίμνη Εύβοιας, αφήνοντας ως μόνη διέξοδο την παραλία και πολλά χωριά εκκενώθηκαν.
Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 06 Αυγούστου του 2021:

43 https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
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Εικόνα 21: [06/08/2021]  Εικόνα της φωτιάς από δορυφόρο44

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Λίμνη Εύβοιας
● *προσβλητική φράση για τον πρωθυπουργό*
● Σπίτια
● Ροβιές
● Μέτωπα
● Ελλάδα
● Καίγεται

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την περιγραφή της κατάστασης, με οργή προς την κυβέρνηση αλλά και να γίνει αναφορά σε άλλες
καταστροφές.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

44 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z
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Εικόνα 22: [06/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 13: [06/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -4.354. Για μεγαλύτερες τιμές το
U-Mass Coherence Score φαίνεται να μειώνεται, με εξαίρεση την περίπτωση των 9 topics κατά την οποία
αυξάνεται αλλά παραμένει χαμηλότερα από αυτή για τα 3 topics. Αυτό σημαίνει πως για μεγαλύτερο
αριθμό topics, αυτά θα ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 14: [06/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική Tf-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση φαίνεται να έχει η περίπτωση με τα 4 topics,
ενώ και σε αυτή την περίπτωση το UMass Coherence Score πέφτει για μεγαλύτερο αριθμό topics.
Ωστόσο, σε αυτή την περίπτωση το καλύτερο UMass Coherence Score ήταν ίσο με -8.509, επομένως για
τη συγκεκριμένη ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 3 topics.

Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.415 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:

Εικόνα 23: [06/08/2021] Top 10 λέξεις για κάθε topic45

45 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού
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Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:

1. Topic 0: Οργή προς την κυβέρνηση
2. Topic 1: Περιγραφή της κατάστασης στη Λίμνη της Εύβοιας
3. Topic 2: Εκκενώσεις & Κατάσταση στην Αγία Άννα

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 15: [06/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας μεγαλύτερη εμφάνιση έχουν tweets που εκφράζουν οργή
προς την κυβέρνηση ενώ στην πορεία ακολουθούν εκείνα που είναι σχετικά με εκκενώσεις και την
κατάσταση στην Αγία Άννα και τέλος αυτά που περιγράφουν την κατάσταση στην Λίμνη της Εύβοιας.

7.2.5 07 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες46 στις 07 Αυγούστου 2021 η φωτιά επέστρεψε στις περιοχές Φαράκλα,
Λίμνη, Μουρτιά, Κεχριές, Δάφνη και Ροβιές ενώ υπήρχε έντονη ανάγκη για πυροσβεστική υποστήριξη.

Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς47 στις 07 Αυγούστου του 2021:

47 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z
46 https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
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Εικόνα 24: [07/08/2021]  Εικόνα της φωτιάς από δορυφόρο

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Ιστιαία
● *προσβλητική φράση για τον πρωθυπουργό*
● Αττική
● Μητσοτακηπαραιτησου
● Βοήθεια
● Άνθρωποι
● Ευβοιαμαντουδιλίμνη
● Κάτοικοι

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την αναζήτηση βοήθειας και με την έκφραση οργής προς την κυβέρνηση.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:
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Εικόνα 25: [07/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 16: [07/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το UMass Coherence Score ισούται με -5.023. Για μεγαλύτερες τιμές
αριθμού topics, το Coherence Score φαίνεται να μειώνεται, γεγονός που σημαίνει πως για μεγαλύτερο
αριθμό topics, αυτά θα ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 17: [07/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι ελαφρώς καλύτερη απόδοση φαίνεται να έχει η περίπτωση με τα
4 topics, ενώ και σε αυτή την περίπτωση το UMass Coherence Score πέφτει για περισσότερα topics.
Ωστόσο, σε αυτή την περίπτωση το καλύτερο UMass Coherence Score ήταν ίσο με -6.354, επομένως για
τη συγκεκριμένη ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 3 topics.
Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.415 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:

Εικόνα 26: [07/08/2021] Top 10 λέξεις για κάθε topic48

48 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού
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Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:
1. Topic 0: Οργή προς την κυβέρνηση
2. Topic 1: Περιγραφή της κατάστασης στη χώρα
3. Topic 2: Εκκενώσεις & Νέα Μέτωπα & Εναέρια Υποστήριξη

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 18: [07/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας μεγαλύτερη εμφάνιση είχαν tweets με κύριο θέμα την
έκφραση οργής προς την κυβέρνηση ενώ αντίστοιχα συχνά ήταν εκείνα με θεματικές σχετικά με τις
εκκενώσεις, τα νέα μέτωπα και την εναέρια υποστήριξη.

7.2.6 08 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες49 στις 08 Αυγούστου 2021 έγιναν ορισμένες ανακοινώσεις από τον
Δήμαρχο του δήμου Μαντουδίου ο οποίος ανέφερε πως 1.000 σπίτια είχαν καεί και συμπλήρωσε ότι
έχουν καεί 450.000 στρέμματα από τα 550.000 στα οποία εκτείνεται ο δήμος.

Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 08 Αυγούστου του 2021:

49 https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
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Εικόνα 27: [08/08/2021]  Εικόνα της φωτιάς από δορυφόρο50

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Ιστιαία
● Πευκί
● *προσβλητική φράση για τον πρωθυπουργό*
● Μέρες
● Σπίτια
● Κάτοικοι
● Άνθρωποι
● Μητσοτάκηπαραιτησου

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με τους κατοίκους των περιοχών ενώ υπήρχαν και αναφορές για θέματα οργής προς την κυβέρνηση.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

50 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-08;@23.9,38.4,10z
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Εικόνα 28: [08/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 19: [08/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -3.537. Για μεγαλύτερες τιμές
αριθμού topics, με εξαίρεση την περίπτωση των 7 topics, το U-Mass Coherence Score φαίνεται να
μειώνεται, γεγονός που σημαίνει πως για μεγαλύτερο αριθμό topics, αυτά θα ήταν όλο και λιγότερο
κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 20: [08/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι ελαφρώς καλύτερη απόδοση έχει η περίπτωση με τα 3 topics,
ενώ και σε αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics. Ωστόσο, τα 3
topics με την τεχνική TF-IDF παρουσιάζουν U-Mass Coherence Score ίσο με -6.886, επομένως για τη
συγκεκριμένη ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 3 topics.
Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.632 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:

Εικόνα 29: [08/08/2021] Top 10 λέξεις για κάθε topic51

51 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητικές φράσεις κατά του πρωθυπουργού
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Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:
1. Topic 0: Περιγραφή της κατάστασης στα μέτωπα
2. Topic 1: Οργή προς την κυβέρνηση
3. Topic 2: Εκκενώσεις

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 21: [08/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας ελαφρώς μεγαλύτερη εμφάνιση είχαν tweets σχετικά με
έκφραση οργής προς την κυβέρνηση και με την περιγραφή της κατάστασης ενώ ακολουθούσαν με μικρή
διαφορά εκείνα που ήταν σχετικά με τις εκκενώσεις.

7.2.7 09 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες52 στις 09 Αυγούστου 2021 υπήρξαν ορισμένες αναζωπυρώσεις στις
περιοχές Γερακιού, Αγριοβοτάνι και Αρτεμήσιο ενώ πολλά μεγάλα μέτωπα ξεκίνησαν να σβήνουν καθώς
κατευθύνθηκαν προς τη θάλασσα. Τέλος, πολλοί πολίτες αλλά και πυροσβέστες από ξένες χώρες
μάχονταν για την εξομάλυνση της κατάστασης.
Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 09 Αυγούστου του 2021:

52https://www.protothema.gr/greece/article/1150563/fotia-stin-euvoia-mahi-me-tis-anazopuroseis-me-to-vl
emma-stin-epomeni-mera/
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Εικόνα 30: [09/08/2021]  Εικόνα της φωτιάς από δορυφόρο53

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Ιστιαία
● *προσβλητική φράση για τον πρωθυπουργό*
● Μητσοτακηπαραιτησου
● Διάγγελμα
● Καταστροφή
● Μάχη
● Στρέμματα
● Σπίτια

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την κυβέρνηση καθώς και την περιγραφή της καταστροφής.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

53 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z
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Εικόνα 31: [09/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 22: [09/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -4.634. Για μεγαλύτερες τιμές
αριθμού topics, το Coherence Score φαίνεται να μειώνεται, γεγονός που σημαίνει πως για μεγαλύτερο
αριθμό topics, αυτά θα ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 23: [09/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση έχει η περίπτωση με τα 3 topics, ενώ και σε
αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics. Ωστόσο, σε αυτή την
περίπτωση το καλύτερο U-Mass Coherence Score ήταν ίσο με -5.918, επομένως για τη συγκεκριμένη
ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 3 topics.
Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.415 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:

Εικόνα 32: [09/08/2021] Top 10 λέξεις για κάθε topic54

54 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού.
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Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:
1. Topic 0: Οργή προς την κυβέρνηση
2. Topic 1: Καταστροφές στη χώρα
3. Topic 2: Περιγραφή Κατάστασης & Αναζοπυρώσεις

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 24: [09/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας υπερτερούσαν τα tweets που εξέφραζαν οργή προς την
κυβέρνηση, στη συνέχεια ήταν εκείνα που περιέγραφαν την κατάσταση και αναφερόντουσαν σε
αναζωπυρώσεις και τέλος ήταν αυτά που σχετίζονταν με τις καταστροφές στη χώρα.

7.2.8 10 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες55 στις 10 Αυγούστου 2021 οι πυροσβεστικές δυνάμεις εστίασαν στον
περιορισμό της φωτιάς προκειμένου να μην φτάσει στην Ιστιαία, ενώ ενισχύθηκε η ξένη συνδρομή από
γειτονικές χώρες για την ενίσχυση της πυροσβεστικής ομάδας.

Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς56 στις 10 Αυγούστου του 2021:

56 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z

55https://www.in.gr/2021/08/10/greece/eyvoia-maxi-tis-anazopyroseis-yperanthropes-prospatheies-na-min
-ftasei-fotia-stin-istiaia/
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Εικόνα 33: [10/08/2021]  Εικόνα της φωτιάς από δορυφόρο

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Χαρδαλιάς
● Διάγγελμα
● Μέρες
● Ιστιαία
● *προσβλητική φράση για τον πρωθυπουργό*
● Μάχη
● Μητσοτακηπαραιτήσου
● Μέτωπα

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την κυβέρνηση αλλά και την περιγραφή της κατάστασης.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:
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Εικόνα 34: [10/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 25: [10/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -7.044. Για μεγαλύτερες τιμές
αριθμού topics, το U-Mass Coherence Score φαίνεται να μειώνεται, γεγονός που σημαίνει πως για
μεγαλύτερο αριθμό topics, αυτά θα ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 26: [10/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση έχει η περίπτωση με τα 3 topics, ενώ και σε
αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics. Ωστόσο, σε αυτή την
περίπτωση το καλύτερο U-Mass Coherence Score ήταν ίσο με -7.681, επομένως για τη συγκεκριμένη
ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 3 topics.

Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.781 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:

Εικόνα 35: [10/08/2021] Top 10 λέξεις για κάθε topic57

57 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού.
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Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:
1. Topic 0: Περιγραφή κατάστασης στη χώρα
2. Topic 1:Οργή προς την κυβέρνηση
3. Topic 2: Αναζωπυρώσεις

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 27: [10/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας υπερτερούσαν οι θεματικές “Αναζωπυρώσεις” και “Οργή
προς την κυβέρνηση” ενώ ακολουθούσε η περιγραφή της κατάστασης στη χώρα.

7.2.9 11 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες58 στις 11 Αυγούστου 2021 μετά από συνεχείς αναζωπυρώσεις κατά τη
διάρκεια της νύχτας, τα μέτωπα, πλέον, ήταν πλέον σε ύφεση.
Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 11 Αυγούστου του 2021:

58https://www.cnn.gr/ellada/story/277492/fotia-eyvoia-olonyxtia-maxi-me-tis-anazopyroseis-maxi-se-ellinik
a-agriovotano-asmini-galatsona
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Εικόνα 36: [11/08/2021]  Εικόνα της φωτιάς από δορυφόρο59

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Αναζωπυρώσεις
● Χαρδαλιάς
● Μέρες
● Καταστροφή
● Μάχη
● Νερό
● Ελλάδα
● Μητσοτακηπαραιτησου

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την περιγραφή της κατάστασης, ενώ αναμένεται και κάποια αναφορά στην κυβέρνηση.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

59 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-03;@23.9,38.4,10z
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Εικόνα 37: [11/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 28: [11/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 4
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -10.822. Για μεγαλύτερες τιμές
αριθμού topics από 4, το U-Mass Coherence Score φαίνεται να μειώνεται, γεγονός που σημαίνει πως για
μεγαλύτερο αριθμό topics, αυτά θα ήταν όλο και λιγότερο κατανοητά.
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Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 29: [11/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση έχει η περίπτωση με τα 3 topics, ενώ και σε
αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics. Ωστόσο, σε αυτή την
περίπτωση το καλύτερο U-Mass Coherence Score ήταν ίσο με -13.537, επομένως για τη συγκεκριμένη
ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 4 topics.
Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.415 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:
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Εικόνα 38: [11/08/2021] Top 10 λέξεις για κάθε topic

Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:
1. Topic 0: Αναζωπυρώσεις και άλλες πυρκαγιές
2. Topic 1: Περιγραφή της κατάστασης στη χώρα
3. Topic 2: Διάγγελμα της κυβέρνησης
4. Topic 3: Οργή προς την κυβέρνηση

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 30: [11/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας
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Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας εμφανιζόντουσαν κυρίως θέματα σχετικά με τις
αναζωπυρώσεις, με την περιγραφή της κατάστασης και την έκφραση οργής προς την κυβέρνηση και
λιγότερο εκείνα που ήταν σχετικά με το διάγγελμα της κυβέρνησης.

7.2.10 12 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες60 στις 12 Αυγούστου 2021 υπήρχαν συνεχείς αναζωπυρώσεις ενώ βάση
δόθηκε στην διάσωση της περιοχής του δάσους “Τελέθριο” ώστε να αποφευχθεί η πορεία της φωτιάς να
τραπεί προς την Αιδηψό και τους Ωρεούς, ενώ μία καταρρακτώδης βροχή ξεκίνησε πάνω από τις
πληγείσες περιοχές της Εύβοιας, χάρη στην οποία προσωρινά η φωτιά έσβησε.
Παρακάτω μπορεί να φανεί η εικόνα της φωτιάς στις 12 Αυγούστου του 2021:

Εικόνα 39: [12/08/2021]  Εικόνα της φωτιάς από δορυφόρο61

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Συνέντευξητύπου
● Μητσοτάκηξέρειςεσύ
● Στρέμματα
● Μητσοτακηπαραιτησου
● Καταστροφή
● Μητσοτάκης
● Prmeministergr
● Κάτοικοι

61 https://firms.modaps.eosdis.nasa.gov/map/#t:adv;m:advanced;d:2021-08-12;@23.9,38.4,10z

60https://www.in.gr/2021/08/12/greece/foties-energo-metopo-sti-gortynia-sikothikan-ta-enaeria-ti-ginetai-sti
n-eyvoia/
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Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την έκφραση οργής προς την κυβέρνηση και την περιγραφή της κατάστασης.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

Εικόνα 40: [12/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας με την μοντελοποίηση του κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή
εφαρμογής του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το
αποτέλεσμα μπορεί να φανεί παρακάτω:

Διάγραμμα 31: [12/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 3
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -10.429. Για μεγαλύτερες τιμές
αριθμού topics, το U-Mass Coherence Score φαίνεται να μειώνεται με εξαίρεση την περίπτωση των 6
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topics, κατά την οποία αυξάνεται (παραμένοντας μικρότερη από αυτή της περίπτωσης των 3 topics),
γεγονός που σημαίνει πως για μεγαλύτερο αριθμό topics από 3, αυτά θα ήταν όλο και λιγότερο
κατανοητά.

Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 32: [12/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση έχει η περίπτωση με τα 3 topics, ενώ και σε
αυτή την περίπτωση το U-Mass Coherence Score πέφτει για περισσότερα topics, μένοντας σταθερό για
τις τιμές 4,5,6. Ωστόσο, σε αυτή την περίπτωση το καλύτερο U-Mass Coherence Score ήταν ίσο με
-12.540, επομένως για τη συγκεκριμένη ημέρα επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική
BoW και τα 3 topics.
Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.415 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:
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Εικόνα 41: [12/08/2021] Top 10 λέξεις για κάθε topic

Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:

1. Topic 0: Οργή προς την κυβέρνηση
2. Topic 1: Περιγραφή Κατάστασης & Συνέντευξη τύπου
3. Topic 2: Αποτίμηση Καταστροφής

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 33: [12/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας τα περισσότερα tweets εξέφραζαν οργή προς την
κυβέρνηση, ενώ τα υπόλοιπα αναφερόντουσαν στην αποτίμηση της καταστροφής και την περιγραφή της
κατάστασης.

7.2.11 13 Αυγούστου 2021

Σύμφωνα με τοπικές ιστοσελίδες62 στις 13 Αυγούστου 2021 ξεκίνησε ένα νέο μέτωπο από κεραυνούς το
οποίο όμως άμεσα τέθηκε υπό έλεγχο. Οι φωτιές στην Εύβοια έσβησαν. Το συγκεκριμένο μέτωπο δε
βρέθηκε σε κάποια ιστοσελίδα που δίνει πρόσβαση σε ιστορικά δεδομένα πυρκαγιών.

Κάνοντας μία πρώτη ανάλυση του περιεχομένου των tweets, εντοπίστηκαν οι λέξεις που
εμφανιζόντουσαν περισσότερο, οι οποίες φαίνονται παρακάτω:

● Νέο
● Μητσοτάκηξέρειςεσύ
● Ανασχηματισμός

62 https://www.tanea.gr/2021/08/13/greece/synagermos-stin-pyrosvestiki-nea-fotia-stin-eyvoia/ &
https://www.in.gr/2021/08/16/greece/xroniko-tis-maxis-ti-fotia-stin-eyvoia/
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● Μιστρό
● Καταστροφή
● Συνέντευξητύπου
● Μητσοτάκηπαραιτήσου
● Κάηκαν

Με βάση τις παραπάνω λέξεις, αναμένεται το συγκεκριμένο dataset να περιλαμβάνει θεματικές σχετικές
με την κυβέρνηση και το νέο μέτωπο.
Παρακάτω μπορεί να φανεί και ένα αντίστοιχο wordcloud για αυτή την ημέρα:

Εικόνα 42: [13/08/2021]  Wordcloud συχνότερων λέξεων/εκφράσεων

Συνεχίζοντας την μοντελοποίηση κειμένου στο συγκεκριμένο dataset, αρχικά, έγινε η δοκιμή εφαρμογής
του LDA με την τεχνική BoW και με διαφορετικό πιθανό αριθμό topics, από 3 έως 9. Το αποτέλεσμα
μπορεί να φανεί παρακάτω:
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Διάγραμμα 34: [13/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το παραπάνω διάγραμμα, καλύτερα αποτελέσματα παρουσιάζει η περίπτωση με τα 4
topics, ενώ για αυτή την τιμή το U-Mass Coherence Score ισούται με -13.288. Για μεγαλύτερες τιμές
αριθμού topics, το Coherence Score φαίνεται να μειώνεται, με εξαίρεση τις περιπτώσεις με τον αριθμό
topics ισο με 6 και 7, γεγονός που σημαίνει πως για μεγαλύτερο αριθμό topics από 4, αυτά θα ήταν όλο
και λιγότερο κατανοητά.

Η ίδια διαδικασία εφαρμόστηκε και με την τεχνική TF-IDF, για την οποία παρακάτω φαίνονται τα
αποτελέσματα:

Διάγραμμα 35: [13/08/2021] U-Mass Coherence Score ανά αριθμό topics με την τεχνική TF-IDF

Σε αυτό το διάγραμμα παρατηρείται ότι καλύτερη απόδοση φαίνεται να έχει η περίπτωση με τα 3 topics,
ενώ παρουσιάζει αύξηση και η περίπτωση με τα 6 και τα 8 topics. Ωστόσο, σε αυτή την περίπτωση το
καλύτερο U-Mass Coherence Score ήταν ίσο με -14.942, επομένως για τη συγκεκριμένη ημέρα
επιλέχθηκε να εφαρμοστεί η περίπτωση με την τεχνική BoW και τα 4 topics.
Για αυτή την περίπτωση, τυπώθηκαν το Perplexity Score το οποίο ήταν ίσο με -8.348 και οι top 10 Λέξεις
για κάθε topic. Τα αποτελέσματα φαίνονται παρακάτω:
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Εικόνα 43: [13/08/2021] Top 10 λέξεις για κάθε topic63

Παρατηρώντας τις παραπάνω λέξεις, τα παραπάνω topics θα μπορούσαν να χαρακτηριστούν ως εξής:

1. Topic 0: Νέο Μέτωπο
2. Topic 1: Αποτίμηση Καταστροφής
3. Topic 2: Οργή προς την κυβέρνηση
4. Topic 3: Έκφραση Ευγνωμοσύνης

Εφόσον ένα από αυτά τα topics ορίστηκε σε κάθε ένα tweet, παρακάτω φαίνεται η κατανομή των topics
κατά τη διάρκεια αυτής της ημέρας:

Διάγραμμα 36: [13/08/2021] Κατανομή των topics κατά τη διάρκεια της ημέρας

Συνεπώς, κατά τη διάρκεια εκείνης της ημέρας τα περισσότερα tweets εξέφραζαν οργή προς την
κυβέρνηση ή αναφερόντουσαν στο νέο μέτωπο, ενώ τα υπόλοιπα αναφερόντουσαν είτε στην αποτίμηση
της καταστροφής, είτε στην έκφραση ευγνωμοσύνης προς την πυροσβεστική ομάδα για το τέλος της
πυρκαγιάς.

7.2.12 Σύνοψη & Συμπεράσματα

Λαμβάνοντας υπόψη τα παραπάνω αποτελέσματα και δεδομένα, φαίνεται πως για τις περισσότερες
ημέρες τα θέματα που επικρατούσαν ήταν 3 και ήταν σχετικά με την έκφραση οργής προς την
κυβέρνηση, με την περιγραφή της κατάστασης αλλά και ιδιαίτερη αναφορά στις εκκενώσεις και τις
αναζωπυρώσεις που συνέβαιναν. Ανάλογα με τα ειδικά γεγονότα που μπορεί να συνέβαιναν ανά ημέρα
ωστόσο, όπως είναι λογικό εμφανιζόντουσαν και ορισμένα καινούργια θέματα.

Σε όλες τις περιπτώσεις καλύτερα αποτελέσματα εμφάνιζε η εφαρμογή του LDA με την τεχνική BoW,
αυτό μπορεί να αιτιολογηθεί εάν ληφθεί υπόψη το γεγονός ότι η τεχνική TF-IDF δίνει μεγαλύτερη

63 Ό,τι έχει αποκρυφτεί περιλαμβάνει προσβλητική φράση κατά του πρωθυπουργού.
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βαρύτητα στις λέξεις που εμφανίζονται σε λιγότερα αρχεία, σε αντίθεση με το BoW που δίνει μεγαλύτερη
βαρύτητα στις λέξεις με τις περισσότερες εμφανίσεις. Στην προκειμένη περίπτωση καθώς ψάχνουμε τα
topics που εμφανίζονται περισσότερο και θελουμε να υλοποιήσουμε την ταξινόμηση του κειμένου με
βάση αυτά, η τεχνική BoW φαίνεται καλύτερη, όπως και αποδείχτηκε από τα αποτελέσματα.

Παρακάτω μπορεί να φανεί ένα συνολικό διάγραμμα των θεματικών που εμφανιζόντουσαν ανά ημέρα
αφού εφαρμόστηκε το LDA με την τεχνική BoW:

Διάγραμμα 37: Συνολικό Διάγραμμα Topics ανά ημέρα της καταστροφής
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7.3 Ανίχνευση θεματικής των tweets με τη χρήση αλγορίθμων
ταξινόμησης

Στην παρούσα ενότητα θα γίνει χρήση αλγορίθμων μηχανικής μάθησης, όπως περιγράφονται στην
ενότητα “2.3 Αλγόριθμοι ταξινόμησης” για την ταξινόμηση των tweets ανάλογα με το θέμα τους. Επίσης,
θα χρησιμοποιηθούν οι μέθοδοι για την αξιολόγηση των μοντέλων που αναλύθηκαν στην ενότητα “2.5
Μέθοδοι Αξιολόγησης”.

Πιο συγκεκριμένα, θα περιγραφεί η διαδικασία που ακολουθήθηκε και στην πορεία θα αναλυθούν και θα
συγκριθούν τα αποτελέσματα του κάθε αλγορίθμου για κάθε dataset. Ο κώδικας για το συγκεκριμένο
πείραμα βρίσκεται στο Appendix Ε - Κώδικας Ταξινόμησης Tweets ανάλογα με το θέμα τους.

7.3.1 Περιγραφή Διαδικασίας

Αρχικά, εφόσον τα δεδομένα ήταν προ επεξεργασμένα, έγινε ο διαχωρισμός του κάθε dataset σε
δεδομένα εκπαίδευσης και σε δεδομένα ελέγχου. Αυτή η διαδικασία έγινε χρησιμοποιώντας την
συνάρτηση train_test_split64 της βιβλιοθήκης Sklearn.
Με αυτόν τον τρόπο, τα 80% των δεδομένων ορίστηκαν ως δεδομένα εκπαίδευσης και το 20% ως
δεδομένα ελέγχου, ενώ ο διαχωρισμός αυτός έγινε με τυχαίο τρόπο. Στην πορεία τυπώνοντας την
κατανομή των topics για κάθε dataset, ελέγχθηκε ότι κάθε κλάση αντιπροσωπεύεται επαρκώς. Έπειτα, για
να χρησιμοποιήσουμε το βέλτιστο μοντέλο για κάθε περίπτωση έγινε εφαρμογή της τεχνικής
“βελτιστοποίηση υπερπαραμέτρων” η οποία αναλύεται στην παράγραφο “2.5.2 Hyperparameter Tuning”.
Η τεχνική αυτή εφαρμόστηκε μέσω του αλγορίθμου GridSearchCV65 της βιβλιοθήκης SKLearn με 3-fold
Cross Validation, στις παρακάτω παραγράφους θα οριστούν οι παράμετροι για τις οποίες δοκιμάστηκαν
διαφορετικές τιμές, ενώ στην πορεία θα αναφερθούν οι μετρικές αξιολόγησης που χρησιμοποιήθηκαν
καθώς και η διαδικασία ορισμού βαρών. Ο κώδικας για αυτό μπορεί να φανεί στο Appendix E - Κώδικας
ταξινόμησης tweets ανάλογα με το θέμα τους.

7.3.1.1 Λογιστική Παλινδρόμηση

Για την Λογιστική Παλινδρόμηση δοκιμάστηκαν διαφορετικές τιμές για τις παραμέτρους ‘C’, ‘Solver’,
‘Max_iter’ οι οποίες ορίζονται αντίστοιχα ως η αντίστροφη δύναμη της κανονικοποίησης (για την οποία
μικρότερα νούμερα δείχνουν μικρότερη δύναμη κανονικοποίησης), ο αλγόριθμος για χρήση στο
πρόβλημα βελτιστοποίησης και ο μέγιστος αριθμός επαναλήψεων που απαιτούνται για τη σύγκλιση των
επιλυτών.

65 https://scikit-learn.org/stable/modules/generated/sklearn.model_selection.GridSearchCV.html
64 https://scikit-learn.org/stable/modules/generated/sklearn.model_selection.train_test_split.html
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7.3.1.2 Δέντρα Αποφάσεων

Για την περίπτωση των δέντρων αποφάσεων δοκιμάστηκαν διαφορετικές τιμές για τις παραμέτρους
‘max_depth’, ‘min_samples_split’ και ‘min_samples_leaf’, οι οποίες ορίζονται αντίστοιχα ως το μέγιστο
βάθος του δέντρου, ο ελάχιστος αριθμών δειγμάτων που απαιτείται για τον διαχωρισμό ενός κόμβου και
ο ελάχιστος αριθμός δειγμάτων που απαιτείται να ανήκουν σε έναν κόμβο.

7.3.1.3 Κ Πλησιέστεροι Γείτονες

Για το συγκεκριμένο μοντέλο δοκιμάστηκαν διαφορετικές για τις παραμέτρους ‘leaf_size’, ‘n_neighbors’,
‘p’, οι οποίες ορίζονται αντίστοιχα ως, , αριθμός γειτόνων, παράμετρος ισχύος για τη μέτρηση minkowski
(δηλαδή μπορεί να είναι ίση είτε με 1 είτε με 2 και όταν είναι ίση με 1 χρησιμοποιεί την απόσταση
Manhattan-L1, ενώ όταν είναι ίση με 2 χρησιμοποιεί την ευκλείδεια απόσταση-L2.

7.3.1.4 Ταξινόμηση με διανύσματα υποστήριξης

Για το συγκεκριμένο μοντέλο δοκιμάστηκαν τιμές για τις παραμέτρους ‘C’, ‘gamma’, ‘kernel’, οι οποίες
ορίζονται αντίστοιχα ως η αντίστροφη δύναμη της κανονικοποίησης (για την οποία μικρότερα νούμερα
δείχνουν μικρότερη δύναμη κανονικοποίησης), ο τύπος πυρήνα που χρησιμοποιείται από τον αλγόριθμο
και ο συντελεστής του πυρήνα.

7.3.1.5 Gradient Boosting Classifier

Για το συγκεκριμένο μοντέλο δοκιμάστηκαν διαφορετικές τιμές για τις παραμέτρους ‘n_estimators’,
‘max_depth’, ‘learning_rate’ οι οποίες ορίζονται αντίστοιχα ως o αριθμός των σταδίων ενίσχυσης προς
εκτέλεση, το μέγιστο βάθος των μεμονωμένων εκτιμητών παλινδρόμησης και το learning rate
συρρικνώνει τη συνεισφορά κάθε δέντρου κατά “learning_rate”.

7.3.1.6 Ταξινομητής Τυχαίων Δάσεων

Στην περίπτωση των τυχαίων δάσεων δοκιμάστηκαν διαφορετικές τιμές για τις παραμέτρους ‘bootstrap’,
‘max_depth’, ‘min_samples_leaf’, ‘min_samples_split’, ‘n_estimators’ οι οποίες ορίζονται αντίστοιχα ως
το εάν χρησιμοποιούνται δείγματα bootstrap κατά την κατασκευή δέντρων, το μέγιστο βάθος του
δέντρου, ο ελάχιστος αριθμών δειγμάτων που απαιτείται για τον διαχωρισμό ενός κόμβου, ο ελάχιστος
αριθμός δειγμάτων που απαιτείται να ανήκουν σε έναν κόμβο και ο αριθμός των δέντρων στο δάσος.
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7.3.1.7 AdaBoost Classifier

Σε αυτή την περίτπωση δοκιμάστηκαν τιμές για τις παραμέτρους ‘n_estimators’, ‘learning_rate’,
‘algorithm’ οι οποίοι ορίζονται αντίστοιχα ως ο μέγιστος αριθμός εκτιμητών στους οποίους τερματίζεται
η ενίσχυση, το βάρος που εφαρμόζεται σε κάθε ταξινομητή σε κάθε επανάληψη ενίσχυσης (ένα
υψηλότερο learning_rate αυξάνει τη συμβολή κάθε ταξινομητή) και ο αλγόριθμος ενίσχυσης που
χρησιμοποιείται (αν είναι ίσο με SAMME τότε χρησιμοποιείται ο διακριτός αλγόριθμος ενίσχυσης
SAMME, ενώ αν είναι ίσο με SAMME.R τότε χρησιμοποιείται ο πραγματικός αλγόριθμος ενίσχυσης
SAMME).

7.3.1.8 Multinomial Naive Bayes

Για αυτό το μοντέλο δοκιμάστηκαν διαφορετικές τιμές για την παράμετρο ‘alpha’ η οποία ορίζεται ως η
παράμετρος επιπρόσθετης εξομάλυνσης.

7.3.1.9 Perceptron

Σε αυτή την περίπτωση δοκιμάστηκαν τιμές για τις παραμέτρους ‘alpha’ και ‘max_iter’ οι οποίες
ορίζονται ως μία σταθερά που πολλαπλασιάζεται με τον όρο κανονικοποίησης εάν χρησιμοποιείται
κανονικοποίηση και ο μέγιστος αριθμός περασμάτων από τα δεδομένα εκπαίδευσης (γνωστό και ως
εποχές).

7.3.1.10 XGBoost Classifier

 Δοκιμάστηκαν διαφορετικές τιμές για τις παραμέτρους ‘min_child_weight’, ‘gamma’, ‘subsample’,
‘colsample_bytree’, ‘max_depth’ οι οποίες ορίζονται αντίστοιχα ως το ελάχιστο άθροισμα βάρους
(hessian) που απαιτείται σε ένα παιδί, η ελάχιστη μείωση απώλειας που απαιτείται για να γίνει μια
περαιτέρω κατάτμηση σε έναν κόμβο-φύλλο του δέντρου, η υποδειγματική αναλογία των δειγμάτων της
εκπαίδευσης, η υποδειγματική αναλογία στηλών κατά την κατασκευή κάθε δέντρου και το μέγιστο βάθος
ενός δέντρου.

7.3.1.11 Ορισμός βαρών για τα topics

Προκειμένου να μειωθεί η πιθανότητα οι αλγόριθμοι μας να εμφανίσουν προκαταλήψεις απέναντι σε
κάποιο topic, ορίστηκε ένα βάρος για το κάθε topic αντιστρόφως ανάλογο με τη συχνότητα εμφάνισης
του, το οποίο αποθηκεύτηκε σε ένα dictionary. Αυτό το dictionary στην συνέχεια, περάστηκε σαν
παράμετρος στους αλγορίθμους που το επέτρεπαν, ώστε όταν κάνουν την ταξινόμηση με βάση αυτά τα
βάρη.
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7.3.1.12 Αξιολόγηση Αλγορίθμων Ταξινόμησης

Σε κάθε dataset αφού έγινε η επιλογή των παραμέτρων για τον κάθε αλγόριθμο, πραγματοποιήθηκε η
εκπαίδευση με τις προαναφερθείσες παραμέτρους και στην πορεία η αξιολόγηση τους. Πιο
συγκεκριμένα, για κάθε αλγόριθμο υπολογίστηκε το Training Accuracy, το Validation Accuracy, το
Macro Averaged Precision, το Macro Averaged Recall και το Macro Averaged F1 Score, τα οποία
αναλύθηκαν στην ενότητα “2.6 Μετρικές Αξιολόγησης Ταξινόμησης”. Τέλος, τυπώθηκε το classification
report το οποίο δείχνει αυτές τις μετρικές για κάθε κλάση.

7.3.2 Παρουσίαση Αποτελεσμάτων

Για κάθε dataset της κάθε ημέρας υλοποιήθηκαν όλοι οι αλγόριθμοι και οι διαδικασίες που αναλύονται
στην προηγούμενη παράγραφο. Στις παρακάτω παραγράφους θα παρουσιαστούν και θα συγκριθούν
αναλυτικά τα αποτελέσματα τους.

7.3.2.1 03 Αυγούστου 2021
Οι αλγόριθμοι ταξινόμησης στο συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.336201 0.742188 1.000000 0.746856 0.731038 0.734067

DT 0.087816 0.585938 0.898172 0.590251 0.566952 0.564218

K-NN 0.000985 0.617188 1.000000 0.753217 0.580595 0.575922

SVC 0.115015 0.746094 0.994778 0.766732 0.730837 0.735979

GB 12.93079 0.621094 1.000000 0.621629 0.600539 0.599636

RF 4.078760 0.625000 1.000000 0.646072 0.608031 0.609136

AB 0.059945 0.539062 0.631854 0.607874 0.506921 0.493698

MNB 0.001436 0.699219 0.994778 0.698633 0.694402 0.695304

Perceptron 0.004423 0.671875 1.000000 0.674105 0.670952 0.669069

XGB 1.389635 0.597656 0.836815 0.613467 0.574557 0.573274

Πίνακας 8: [03/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Παρατηρώντας τα παραπάνω αποτελέσματα, συμπεραίνουμε πως καλύτερες αποδόσεις έχουν οι
αλγόριθμοι Ταξινόμηση με Διανύσματα Υποστήριξης (SVC), Λογιστική Παλινδρόμηση (LR) και στην
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πορεία ακολουθεί ο Multinomial Naive Bayes (MNB). Για κάθε έναν από αυτούς τους αλγορίθμους
παρουσιάζονται το confusion matrix και το classification report τους παρακάτω:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 89 3 5

Topic 1 20 41 6

Topic 2 22 9 61

Πίνακας 9: [03/08/2021] Confusion Matrix αλγορίθμου SVC

Εικόνα 44: [03/08/2021] Classification Report αλγορίθμου SVC

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 83 7 7

Topic 1 17 43 7

Topic 2 18 10 64

Πίνακας 10: [03/08/2021] Confusion Matrix αλγορίθμου LR
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Εικόνα 45: [03/08/2021] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 73 10 14

Topic 1 16 44 7

Topic 2 18 12 62

Πίνακας 11: [03/08/2021] Confusion Matrix αλγορίθμου MNB

Εικόνα 46: [03/08/2021] Classification Report αλγορίθμου MNB

Παρατηρείται ότι και οι τρεις αλγόριθμοι κάνουν αρκετές σωστές προβλέψεις για το topic 1 (TP), όμως
αρκετές είναι και οι φορές που προβλέπουν πως ένα tweet ανήκει στο topic 1, ενώ στην πραγματικότητα
δεν ανήκει (FP). Για αυτό το λόγο παρατηρείται και ότι το recall score του topic 0 και στις 3 περιπτώσεις
είναι σχετικά υψηλότερο από αυτό των άλλων topics, σε αντίθεση με το precision score το οποίο φαίνεται
να είναι χαμηλότερο συγκριτικά με αυτό των άλλων topics. Παρατηρώντας τις μετρικές για κάθε topic
φαίνεται πως καλύτερα αποτελέσματα για κάθε topic εμφανίζει η περίπτωση της Λογιστικής
Παλινδρόμησης.

139



7.3.2.2 04 Αυγούστου 2021

Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.567307 0.794966 0.992223 0.793410 0.795997 0.794067

DT 0.447308 0.644567 0.720016 0.661877 0.632555 0.636552

K-NN 0.001903 0.553100 0.995907 0.647260 0.527311 0.521120

SVM 5.106053 0.706568 0.991609 0.731418 0.709386 0.703833

GB 44.514103 0.737262 0.990585 0.741832 0.730324 0.733135

RF 11.610612 0.728668 0.921817 0.734032 0.723127 0.725443

AB 1.160060 0.650092 0.685837 0.677044 0.636601 0.641892

MNB 0.007982 0.724371 0.978305 0.722065 0.722817 0.721923

Perceptron 0.064906 0.711479 0.994679 0.708769 0.709564 0.708998

XGB 20.638955 0.729896 0.830946 0.741517 0.722213 0.725741

Πίνακας 12: [04/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Παρατηρώντας τα παραπάνω αποτελέσματα, συμπεραίνουμε πως καλύτερες αποδόσεις έχουν οι
αλγόριθμοι Λογιστική Παλινδρόμηση (LR), Gradient Boosting (GB) και στην πορεία ακολουθούν τα
Τυχαία Δάση (RF) και ο XGBoost (XGB). Για κάθε έναν από αυτούς τους αλγορίθμους παρουσιάζονται
το confusion matrices και τα classification reports τους παρακάτω:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 487 77 58

Topic 1 46 404 60

Topic 2 44 49 404

Πίνακας 13: [04/08/2021] Confusion Matrix αλγορίθμου LR
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Εικόνα 47: [04/08/2021] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 515 54 53

Topic 1 101 337 72

Topic 2 103 45 349

Πίνακας 14: [04/08/2021] Confusion Matrix αλγορίθμου GB

Εικόνα 48: [04/08/2021] Classification Report αλγορίθμου GB

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 500 60 62

Topic 1 105 327 78

Topic 2 102 35 360

Πίνακας 15: [04/08/2021] Confusion Matrix αλγορίθμου RF
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Εικόνα 49: [04/08/2021] Classification Report αλγορίθμου RF

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 500 60 62

Topic 1 105 327 78

Topic 2 102 35 360

Πίνακας 16: [04/08/2021] Confusion Matrix αλγορίθμου XGB

Εικόνα 50: [04/08/2021] Classification Report αλγορίθμου XGB

Παρατηρείται ότι στην περίπτωση της Λογιστικής Παλινδρόμησης,σχεδόν όλες οι μετρικές παρουσιάζουν
εξίσου καλά αποτελέσματα για όλα τα topic καθώς τόσο το Accuracy όσο και τα Precision, Recall και
F1-Score είναι ίσα με περίπου 80%, ενώ δεν παρουσιάζουν μεγάλες αποκλίσεις για κάθε topic. Στην
περίπτωση του Gradient Boosting μοντέλου, παρόλο που οι μετρικές του είναι όλες περίπου ίσες με 75%,
οι ξεχωριστές μετρικές ανά topic δείχνουν πως το topic 1 παρουσιάζει αρκετά μικρότερο recall σε σχέση
με τα υπόλοιπα topics, ενώ το ίδιο συμβαίνει και στις περιπτώσεις του RF και του XGB. Συνεπώς στο
συγκεκριμένο πείραμα καλύτερα αποτελέσματα παρουσιάζει ο αλγόριθμος Λογιστική Παλινδρόμηση.
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7.3.2.3 05 Αυγούστου 2021

Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.142337 0.485333 0.947532 0.470257 0.461826 0.461859

DT 0.046415 0.436 0.507337 0.433721 0.386443 0.33874

K-NN 0.001702 0.412 0.47888 0.384508 0.349168 0.271229

SVC 0.827431 0.462667 0.856381 0.480376 0.415554 0.399772

GB 2.689374 0.468 0.724322 0.466915 0.425791 0.417895

RF 0.730217 0.469333 0.67141 0.446526 0.445787 0.445663

AB 0.876729 0.476 0.577145 0.458642 0.435851 0.426097

MNB 0.005448 0.430667 0.900845 0.419157 0.410692 0.410618

Perceptron 0.017345 0.418667 0.949755 0.404749 0.402086 0.402627

XGB 5.606339 0.494667 0.592708 0.481361 0.450387 0.442548
Πίνακας 17: [05/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Μελετώντας τα παραπάνω αποτελέσματα γίνεται εύκολα αντιληπτό πως κανένας από τους αλγορίθμους
αυτούς δεν παρουσιάζει ικανοποιητικά αποτελέσματα. Αναλύοντας στην πορεία τα confusion matrix και
τα classification reports των αλγορίθμων, παρατηρείται ότι πολλά δεδομένα ταξινομούνται λανθασμένα
στα topics 0 και 1. Παρακάτω φαίνεται ενδεικτικά η περίπτωση της Λογιστικής Παλινδρόμησης:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 155 108 39

Topic 1 78 167 38

Topic 2 60 63 52

Πίνακας 18: [05/08/2021] Confusion Matrix αλγορίθμου LR
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Εικόνα 51: [05/08/2021] Classification Report αλγορίθμου LR

Αυτό μπορεί να αιτιολογηθεί με βάση την κατανομή των topics στο συγκεκριμένο dataset η οποία
φαίνεται παρακάτω:

Διάγραμμα 38: [05/08/2021] Κατανομή των tweets ανά topic

Όπως παρατηρείται τα δείγματα του topic 0 και 1 είναι σχεδόν διπλάσια από αυτά του topic 2. Για να
αντιμετωπιστεί αυτό το πρόβλημα, δοκιμάστηκε να γίνει υπερδειγματοληψία των δεδομένων
προκειμένου το dataset να είναι ισορροπημένο. Αυτό έγινε με τη συνάρτηση SMOTE της βιβλιοθήκης
imblearn, με τον τρόπο που περιγράφεται παρακάτω:

from imblearn.over_sampling import SMOTE

oversample = SMOTE()

X_train, y_train = oversample.fit_resample(X_train, y_train)
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Αφού πλέον τα δεδομένα εκπαίδευσης ήταν ισορροπημένα, δοκιμάστηκε και πάλι η εκπαίδευση των
αλγορίθμων, τα αποτελέσματα φαίνονται στον παρακάτω πίνακα:

Classifier Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.267714 0.429360 0.933854 0.429183 0.429360 0.425748

DT 0.084507 0.380795 0.517280 0.407677 0.380795 0.351996

K-NN 0.001110 0.371965 0.588257 0.394227 0.371965 0.345504

SVC 1.565852 0.398455 0.757711 0.455997 0.398455 0.359929

GB 3.893039 0.431567 0.744705 0.449225 0.431567 0.415619

RF 0.795965 0.430464 0.573393 0.456570 0.430464 0.413161

AB 0.866236 0.419426 0.592345 0.441974 0.419426 0.391291

MNB 0.005161 0.431567 0.918246 0.436488 0.431567 0.421406

Perceptron 0.019851 0.419426 0.953549 0.421679 0.419426 0.413424

XGB 5.176878 0.470199 0.619472 0.486845 0.470199 0.460266

Πίνακας 19: [05/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης μετά το Oversampling

Όπως φαίνεται από τα παραπάνω δεδομένα, η συγκεκριμένη τεχνική δεν έφερε τα επιθυμητά
αποτελέσματα. Συνεπώς στην πορεία δοκιμάστηκε η τεχνική undersampling. Για να πραγματοποιηθεί
αυτό, χρησιμοποιήθηκε η συνάρτηση NearMiss της βιβλιοθήκης Imblearn, με τον τρόπο που φαίνεται
παρακάτω:

from imblearn.under_sampling import NearMiss

undersample = NearMiss(version=1, n_neighbors=3)

X_train, y_train = undersample.fit_resample(X_train,y_train)

Σε αυτή την περίπτωση τα αποτελέσματα των αλγορίθμων ήταν:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.153475 0.497143 0.929897 0.503856 0.497143 0.496747

DT 0.048435 0.445714 0.580756 0.484583 0.445714 0.424994
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K-NN 0.001 0.369524 0.417182 0.497474 0.369524 0.275994

SVC 0.31682 0.527619 0.782131 0.530419 0.527619 0.496016

GB 3.729079 0.459048 0.778694 0.464287 0.459048 0.457197

RF 0.991959 0.382857 0.433677 0.511877 0.382857 0.294564

AB 1.680502 0.44381 0.639863 0.451953 0.44381 0.437381

MNB 0.005403 0.52 0.87354 0.519786 0.52 0.518668

Perceptron 0.01234 0.430476 0.900344 0.435989 0.430476 0.429938

XGB 4.971519 0.441905 0.617182 0.451749 0.441905 0.441277

Πίνακας 20: [05/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης μετά το Undersampling

Παρατηρείται πως με αυτή την τεχνική οι αλγόριθμοι παρουσιάζουν ελαφρώς καλύτερα αποτελέσματα
καθώς παρουσιάζουν αύξηση της τάξης του 5%. Πιο ικανοποιητικά αποτελέσματα παρουσιάζουν οι
αλγόριθμοι SVC, MNB και LR. Για αυτούς τα confusion matrices και classification reports μπορούν να
φανούν παρακάτω:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 133 18 24

Topic 1 95 34 46

Topic 2 49 16 110

Πίνακας 21: [05/08/2021] Confusion Matrix του αλγορίθμου SVC μετά το Undersampling

Εικόνα 52: [05/08/2021] Classification Report αλγορίθμου SVC μετά το undersampling
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Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 106 45 24

Topic 1 48 80 47

Topic 2 44 44 87

Πίνακας 22: [05/08/2021] Confusion Matrix του αλγορίθμου MNB μετά το Undersampling

Εικόνα 53: [05/08/2021] Classification Report αλγορίθμου MNB μετά το undersampling

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 97 57 21

Topic 1 47 89 39

Topic 2 43 56 76

Πίνακας 23: [05/08/2021] Confusion Matrix του αλγορίθμου LR μετά το Undersampling

Εικόνα 54: [05/08/2021] Classification Report αλγορίθμου LR μετά το Undersampling
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Παρατηρώντας τα παραπάνω δεδομένα, φαίνεται πως ο αλγόριθμος SVC συνεχίζει να κάνει αρκετές
λανθασμένες προβλέψεις για το topic 0, ενώ πλέον δεν κάνει αρκετές προβλέψεις για το topic 2,
αντίστοιχα ο αλγόριθμος LR κάνει λανθασμένες προβλέψεις για το topic 1 αλλά και αρκετές για τα
υπόλοιπα topics. Καλύτερα αποτελέσματα φαίνεται να παρουσιάζει ο αλγόριθμος MNB του οποίου οι
λανθασμένες προβλέψεις φαίνονται να είναι ισορροπημένες. Συνεπώς για το συγκεκριμένο dataset,
καλύτερα αποτελέσματα συγκριτικά με τους υπόλοιπους παρέχει ο αλγόριθμος Multinomial Naive
Bayes, ωστόσο αυτά δεν είναι ικανοποιητικά.

7.3.2.4 06 Αυγούστου 2021
Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.523038 0.424516 0.907057 0.40361 0.403378 0.403302

DT 0.090688 0.312903 0.319492 0.524966 0.387097 0.275029

K-NN 0.00287 0.396129 0.520439 0.385452 0.361922 0.315924

SVC 5.503269 0.458065 0.877797 0.428927 0.405128 0.37945

GB 20.90215 0.432258 0.531411 0.416037 0.368126 0.305481

RF 2.082432 0.447742 0.916954 0.419333 0.418318 0.416709

AB 1.026639 0.434194 0.518933 0.413131 0.382358 0.349098

MNB 0.008044 0.414194 0.86037 0.399208 0.397604 0.398072

Perceptron 0.074777 0.398065 0.915878 0.383992 0.383727 0.383612

XGB 16.881434 0.447097 0.660714 0.396298 0.396488 0.37535
Πίνακας 24: [06/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Αναλύοντας τα παραπάνω δεδομένα, φαίνεται πως κανένας από αυτούς τους αλγόριθμους δεν
παρουσιάζει ικανοποιητικά αποτελέσματα. Ελαφρώς καλύτερες είναι οι μετρικές του αλγορίθμου SVC,
για αυτόν παρουσιάζονται παρακάτω το confusion matrix και το classification report ώστε να φανεί που
οφείλονται αυτά τα αποτελέσματα.
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Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 483 32 111

Topic 1 225 40 99

Topic 2 331 42 187

Πίνακας 25: [06/08/2021] Confusion Matrix Αλγορίθμου SVC

Εικόνα 55: [06/08/2021] Classification Report αλγορίθμου SVC

Από τα παραπάνω δεδομένα φαίνεται πως γίνονται αρκετές λανθασμένες προβλέψεις για το topic 0 και
ορισμένες για το topic 2. Ανατρέχοντας στην κατανομή των topics στο dataset, η οποία φαίνεται στην
παρακάτω εικόνα, γίνεται αντιληπτό πως, όπως ήταν αναμενόμενο, το dataset δεν είναι ισορροπημένο.

Διάγραμμα 39: [06/08/2021] Κατανομή των tweets ανά topic
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Συνεπώς, δοκιμάστηκαν οι ίδιες τεχνικές (oversampling και undersampling) με την προηγούμενη
παράγραφο και τα αποτελέσματα φαίνονται παρακάτω: z

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.35465 0.433972 0.906888 0.434868 0.433972 0.434083

DT 0.079227 0.381789 0.411042 0.48429 0.381789 0.296107

K-NN 0.004483 0.400426 0.67532 0.430957 0.400426 0.377493

SVC 5.510424 0.417998 0.832295 0.417578 0.417998 0.410145

GB 27.205844 0.452077 0.582035 0.507676 0.452077 0.425082

RF 2.878435 0.452077 0.831083 0.461503 0.452077 0.441571

AB 1.204997 0.470181 0.54171 0.506575 0.470181 0.458245

MNB 0.007489 0.411076 0.871755 0.416449 0.411076 0.409878

Perceptron 0.09588 0.390309 0.925234 0.391545 0.390309 0.389151

XGB 18.662508 0.462726 0.697992 0.477998 0.462726 0.459196
Πίνακας 26: [06/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης μετά το Oversampling

Τα αποτελέσματα εξακολουθούν να μην ειναι ικανοποιητικα μετά από την εφαρμογή αυτής της τεχνικής,
ελαφρώς καλύτερα αποτελέσματα παρουσιάζει ο αλγόριθμος AdaBoost για τον οποίο παρατίθενται
παρακάτω το confusion matrix και το classification report.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 203 92 331

Topic 1 78 231 317

Topic 2 102 75 449

Πίνακας 27: [06/08/2021] Confusion Matrix Αλγορίθμου AB
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Εικόνα 56: [06/08/2021] Classification Report αλγορίθμου AB μετά το oversampling

Παρόλου που οι averaged μετρικές δείχνουν να είναι καλύτερες, ενώ και οι επιμέρους μετρικές των topics
φαίνονται να βελτιώνονται, από το confusion matrix του αλγορίθμου είναι φανερό πως γίνονται πολλές
λανθασμένες προβλέψεις για το topic 2. Συνεπώς ούτε αυτή η περίπτωση είναι αποδεκτη.
Στην πορεία δοκιμάστηκε η τεχνική undersampling:

Classifier
Training
Time (s)

Training
Accuracy

Validation
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.193528 0.87904 0.414835 0.415691 0.414835 0.4148

DT 0.053298 0.456756 0.391941 0.442632 0.391941 0.334731

K-NN 0.001001 0.612804 0.380037 0.370162 0.380037 0.3334

SVC 1.430646 0.813173 0.497253 0.498353 0.497253 0.497461

GB 25.659132 0.606648 0.424908 0.438294 0.424908 0.415304

RF 3.533943 0.778701 0.434982 0.455241 0.434982 0.416228

AB 2.24908 0.565713 0.42033 0.430753 0.42033 0.40866

MNB 0.005318 0.810403 0.437729 0.445773 0.437729 0.434455

Perceptron 0.047192 0.886119 0.431319 0.431937 0.431319 0.429978

XGB 18.012913 0.687288 0.429487 0.429758 0.429487 0.428961
Πίνακας 28: [06/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης μετά το Undersampling

Με αυτή την τεχνική τα αποτελέσματα φαίνονται να είναι ελαφρώς καλύτερα, με καλύτερες αποδόσεις
αυτές του αλγορίθμου SVC. Για αυτόν το confusion Matrix και classification Report φαίνονται
παρακάτω:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Topic 0 188 70 106
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Πραγματικές
Τιμές

Topic 1 86 191 87

Topic 2 116 84 164

Πίνακας 29: [06/08/2021] Confusion Matrix Αλγορίθμου SVC (μετά το undersampling)

Εικόνα 57: [06/08/2021] Classification Report αλγορίθμου SVC μετά το undersampling

Αναλύοντας αυτά τα δεδομένα φαίνεται πως και πάλι γίνονται αρκετές λανθασμένες προβλέψεις όμως
αυτή τη φορά οι λανθασμένες προβλέψεις είναι ελαφρώς υπέρ των topics 0,2, είναι δηλαδή πιο
ισορροπημένες σε σχέση με τα προηγούμενα παραδείγματα. Επομένως, για το δεδομένο dataset ο
αλγόριθμος SVC παρουσιάζει τα καλύτερα αποτελέσματα, όμως αυτά δεν μπορούν να θεωρηθούν
αποδεκτα.

7.3.2.5 07 Αυγούστου 2021

Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.159496 0.345157 0.968167 0.331406 0.331563 0.331437

DT 0.031956 0.383356 0.425193 0.414928 0.335228 0.223311

K-NN 0.002824 0.373806 0.404729 0.311131 0.329315 0.220696

SVC 0.839691 0.368349 0.83447 0.342094 0.33674 0.29412

GB 10.57535 0.362892 0.594361 0.295392 0.317963 0.268281

RF 1.07043 0.33015 0.77035 0.335042 0.327149 0.317675

AB 0.591135 0.386085 0.469759 0.336072 0.334809 0.242669
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MNB 0.005842 0.350614 0.90814 0.344232 0.343917 0.342023

Perceptron 0.012854 0.33015 0.957253 0.326094 0.326398 0.323892

XGB 8.631466 0.346521 0.7799 0.301519 0.311231 0.296869

Πίνακας 30: [07/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Παρατηρώντας τα παραπάνω αποτελέσματα εύκολα γίνεται αντιληπτό πως κανένας ταξινομητής δεν
αποφέρει ικανοποιητικά αποτελέσματα. Ενδεικτικά τυπώνονται το Confusion Matrix Και το
Classification Report της Λογιστικής Παλινδρόμησης ώστε να εντοπιστεί τι μπορεί να προκαλεί αυτές τις
χαμηλές αποδόσεις.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 103 75 107

Topic 1 66 41 62

Topic 2 110 60 109

Πίνακας 31: [07/08/2021] Confusion Matrix Αλγορίθμου LR

Εικόνα 58: [07/08/2021] Classification Report αλγορίθμου LR

Τα παραπάνω δεδομένα δείχνουν πως γίνονται πολλές και λανθασμένες προβλέψεις για τα topics 0,2 ενώ
ελάχιστες είναι οι σωστές προβλέψεις για το topic 1. Αυτό είναι πιθανό να οφείλεται σε μη επαρκή
αντιπροσώπηση του topic 1 στο dataset, το οποίο εν τέλει επιβεβαιώνεται και από το διάγραμμα
κατανομής των topics στο σύνολο δεδομένων, το οποίο μπορεί να φανεί παρακάτω:
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Διάγραμμα 40: [07/08/2021] Κατανομή των tweets ανά topic

Όπως ήταν αναμενόμενο, το topic 1 έχει πολύ λιγότερα δείγματα από ότι τα υπόλοιπα 2 topics, γεγονός
που οδηγεί στην μεροληψία του αλγορίθμου. Για να αντιμετωπιστεί αυτό το πρόβλημα θα εφαρμοστούν
οι τεχνικές που χρησιμοποιήθηκαν και στις προηγούμενες 2 παραγράφους.

Αρχικά εφαρμόζουμε την τεχνική oversampling με χρήση της συνάρτησης SMOTE, αυτά τα
αποτελέσματα μπορούν να φανούν παρακάτω:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.266151 0.357435 0.968516 0.351194 0.350895 0.349189

DT 0.063848 0.361528 0.456907 0.452277 0.332084 0.234176

K-NN 0.001316 0.230559 0.327037 0.209799 0.331778 0.128812

SVC 1.518095 0.272851 0.767021 0.323887 0.331411 0.253157

GB 17.408122 0.366985 0.635577 0.321125 0.329074 0.301977

RF 1.187817 0.230559 0.334514 0.076958 0.333333 0.125046

AB 0.675391 0.39427 0.482487 0.373363 0.349706 0.300787
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MNB 0.003402 0.350614 0.908304 0.345596 0.345522 0.343114

Perceptron 0.01173 0.341064 0.957891 0.33455 0.332569 0.331691

XGB 9.185329 0.357435 0.801259 0.327943 0.330196 0.322669

Πίνακας 32: [07/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης μετά το Oversampling

Παρά την εφαρμογή αυτής της τεχνικής τα αποτελέσματα των αλγορίθμων δεν φαίνεται να βελτιώθηκαν,
παρακάτω φαίνεται ενδεικτικά το Confusion Matrix και Classification Report του αλγορίθμου Λογιστική
Παλινδρόμηση, ώστε να αντληθούν συμπεράσματα σχετικά με το τι οδηγεί σε αυτά τα αποτελέσματα:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 102 92 91

Topic 1 61 52 56

Topic 2 99 72 108

Πίνακας 33: [07/08/2021] Confusion Matrix Αλγορίθμου LR μετά το Oversampling

Εικόνα 59: [07/08/2021] Classification Report αλγορίθμου LR μετά το oversampling

Συγκρίνοντας το παραπάνω Confusion Matrix με αυτό που είχαμε εξετάσει πριν την εφαρμογή του Over
Sampling, παρατηρείται πως πλέον δεν υπάρχει κάποια αισθητή προκατάληψη ανάμεσα στα topics και οι
προβλέψεις φαίνονται να είναι πιο ισορροπημένες ανάμεσα στα topics. Παρόλο που οι σωστές
προβλέψεις φαίνεται να έχουν αυξηθεί μερικώς, τα αποτελέσματα του αλγορίθμου ακόμη δεν μπορούν να
θεωρηθούν αξιόπιστα. Επομένως, δοκιμάστηκε η τεχνική undersampling.
Στην πορεία εφαρμόστηκε η τεχνική Undersampling. Τα αποτελέσματα φαίνονται παρακάτω:
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Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.114567 0.309686 0.959379 0.312096 0.317207 0.308093

DT 0.030411 0.242838 0.428315 0.298659 0.324928 0.191078

K-NN 0.003058 0.364256 0.517324 0.300227 0.321878 0.250325

SVM 0.39699 0.283765 0.87276 0.316743 0.321131 0.279906

GB 11.966206 0.283765 0.655914 0.313169 0.32513 0.278113

RF 1.528327 0.230559 0.341697 0.409485 0.335673 0.128625

AB 1.058812 0.293315 0.532258 0.349575 0.341831 0.28234

MNB 0.005874 0.346521 0.875149 0.347867 0.351349 0.342836

Perceptron 0.011484 0.309686 0.948029 0.324409 0.324678 0.309652

XGB 8.082255 0.323329 0.810633 0.327355 0.323301 0.319132

Πίνακας 34: [07/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης μετά το Undersampling

Τα αποτελέσματα και πάλι δεν είναι ικανοποιητικά, ενδεικτικά τυπώνεται το Confusion Matrix και το
Classification Report της Λογιστικής Παλινδρόμησης.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 88 106 91

Topic 1 54 61 52

Topic 2 111 92 78

Πίνακας 35: [07/08/2021] Confusion Matrix Αλγορίθμου LR μετά το Undersampling
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Εικόνα 60: [07/08/2021] Classification Report αλγορίθμου LR μετά το undersampling

Οι προβλέψεις για το Topic 1 φαίνονται να έχουν βελτιωθεί σε σχέση με τις προηγούμενες περιπτώσεις,
ωστόσο για το Topic 2 δεν γίνονται αρκετές σωστές προβλέψεις, συνεχίζονται να γίνονται πολλές
λανθασμένες για το Topic 0 ενώ πλέον γίνονται και πολλές λανθασμένες για το topic 1. Επομένως, αυτός
ο αλγόριθμος δεν παρουσιάζει αποδεκτά αποτελέσματα.

Αξίζει να αναφερθεί πως δοκιμάστηκαν και τεχνικές που συνδυάζουν τεχνικές oversampling (SMOTE)
και undersampling (Tomek, ENN), όμως και οι δύο εμφάνισαν χειρότερα αποτελέσματα επομένως δε θα
παρουσιαστούν.

Συγκρίνοντας και αναλύοντας τα παραπάνω αποτελέσματα, οι αλγόριθμοι φαίνεται να “μπερδεύουν” το
topic 0 με το topic 2. Προκειμένου να ερμηνευθεί η χαμηλή απόδοση και η συγκεκριμένη συμπεριφορά
των αλγορίθμων, ανατρέξαμε στον ορισμό των topics, όπως αυτός είχε γίνει στην ενότητα “7.2.5 07
Αυγούστου 2021”. Αυτό που παρατηρήθηκε είναι πως και τα 2 topics, περιλαμβάνουν τη λέξη “Ιστιαία”,
με αρκετά ψηλό και περίπου ίσο Probability. Επομένως, είναι πιθανόν παρόμοια tweets που περιείχαν
αυτή τη λέξη να έχουν χαρακτηριστεί από το LDA άλλοτε ως topic 0 και άλλες φορές ως topic 2 με
αποτέλεσμα οι αλγόριθμοι μας να “μπερδεύουν” αυτά τα topics.

Επομένως, κανένας αλγόριθμος δεν παρουσιάζει αποδεκτά αποτελέσματα για την συγκεκριμένη ημέρα
και αυτό πιθανώς να οφείλεται στον τρόπο ορισμού των topics και στη μη ισορροπημένη κατανομή των
topics στο dataset.

7.3.2.6 08 Αυγούστου 2021

Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 2.209956 0.966 0.351 0.349932 0.350355 0.350051

DT 0.362854 0.524 0.331 0.339184 0.335219 0.316585
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K-NN 0.001578 0.516 0.335 0.357976 0.336844 0.291158

SVC 2.134903 0.955667 0.339 0.317313 0.331009 0.272916

GB 0.120852 0.35 0.348 0.281843 0.336486 0.185792

RF 0.349005 0.524 0.348 0.346996 0.34807 0.345712

AB 2.064877 0.355667 0.345 0.23849 0.333747 0.192444

MNB 0.005855 0.908333 0.367 0.366713 0.366161 0.365993

Perceptron 0.023528 0.959667 0.364 0.363614 0.36354 0.363088

XGB 14.503908 0.510667 0.353 0.35003 0.35126 0.344605

Πίνακας 36: [08/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Όπως φαίνεται παραπάνω, οι αποδόσεις των αλγορίθμων δεν είναι αποδεκτές. Ενδεικτικά τυπώνονται τα
Confusion Matrix και Classification Report του αλγορίθμου ΜΝΒ που εμφανίζει ελαφρώς καλύτερα
αποτελέσματα.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 134 111 89

Topic 1 109 125 111

Topic 2 126 90 105

Πίνακας 37: [08/08/2021] Confusion Matrix αλγορίθμου MNB

Εικόνα 61: [08/08/2021] Classification Report αλγορίθμου MNB
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Από αυτά τα στοιχεία δε φαίνεται κάποια έντονη μεροληψία ως προς κάποιο topic, συνεπώς αρχικά
υποθέτουμε πως οι χαμηλές αποδόσεις δεν οφείλονται σε μη ισορροπημένα δεδομένα, ενώ αυτό μπορεί
να επιβεβαιωθεί και από το παρακάτω διάγραμμα, το οποίο δείχνει την κατανομή των topics στο σύνολο
δεδομένων:

Διάγραμμα 41: [08/08/2021] Κατανομή των tweets ανά topic

Συνεπώς προκειμένου να αξιολογηθεί η απόδοση των αλγορίθμων, ανατρέχουμε στον ορισμό των topics,
όπως αυτός έγινε στην ενότητα “7.2.6 08 Αυγούστου 2021“. Εκεί παρατηρείται πως υπάρχει κοινή λέξη η
λέξη “Ιστιαία” για τα topic 0 και 1 με υψηλό και σχεδόν ίσο Probability Score. Επίσης το topic 2 έχει
κοινή με το topic 0 τη λέξη “χωριό” η οποία και για τα 2 topics είναι η έκτη πιο πιθανή λέξη. Τέλος, το
topic 2 με το topic 1 έχουν κοινή τη λέξη “μέρα”, η οποία είναι έκτη για το topic 2 και έβδομη για το
topic 1.
Επομένως, λόγω των διασυνδέσεων που υπάρχουν μεταξύ των ορισμών των topics, πιθανώς σε topics
που συμπεριλαμβάνουν αυτές τις λέξεις ο ορισμός των topics τους να έγινε με βάση αυτές, έτσι παρόμοια
tweets άνηκαν σε διαφορετικά topics και για αυτό οι αλγόριθμοι δεν μπορούσαν να τα ξεχωρίσουν. Έτσι,
κανένας τους δεν μπορεί να αποδώσει επαρκώς και για αυτό το dataset κανένας αλγόριθμος δεν
παρουσιάζει ικανοποιητικά αποτελέσματα.

7.3.2.7 09 Αυγούστου 2021

Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:
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Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 0.082822 0.692464 0.974194 0.691233 0.689423 0.689804

DT 0.2947 0.56721 0.770798 0.597491 0.572437 0.568521

K-NN 0.000917 0.471487 0.533107 0.606381 0.447715 0.394438

SVM 1.537656 0.645621 0.985739 0.650341 0.641155 0.641308

GB 25.530743 0.64664 0.992869 0.651446 0.638815 0.639289

RF 9.060879 0.677189 0.89202 0.675933 0.674753 0.674791

AB 1.493226 0.601833 0.637691 0.629196 0.606357 0.603708

MNB 0.004792 0.615071 0.964007 0.612865 0.612893 0.612608

Perceptron 0.013378 0.58554 0.988115 0.583427 0.583411 0.583298

XGB 9.505984 0.631365 0.774533 0.632914 0.623012 0.62256
Πίνακας 38: [09/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Αναλύοντας τις παραπάνω μετρικές φαίνεται πως καλύτερα αποτελέσματα έχουν οι αλγόριθμοι
Λογιστική Παλινδρόμηση (LR) και Τυχαία Δάση (RF). Για αυτές τις περιπτώσεις φαίνονται παρακάτω τα
Confusion Matrix και Classification Reports.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 263 55 37

Topic 1 63 189 43

Topic 2 49 55 228

Πίνακας 39: [09/08/2021] Confusion Matrix Αλγορίθμου LR
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Εικόνα 62: [09/08/2021] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 257 57 41

Topic 1 60 189 46

Topic 2 52 61 219

Πίνακας 40: [09/08/2021] Confusion Matrix Αλγορίθμου RF

Εικόνα 63: [09/08/2021] Classification Report αλγορίθμου RF

Με βάση τα παραπάνω δεδομένα, φαίνεται πως για το δεδομένο dataset καλύτερα αποτελέσματα
παρουσιάζει ο αλγόριθμος Λογιστική Παλινδρόμηση, καθώς ταξινομεί σωστά περισσότερα δείγματα
για κάθε topic ενώ και οι μεμονωμένες μετρικές του για κάθε topic είναι υψηλότερες από αυτές του
αλγορίθμου RF. Τέλος, φαίνεται πως παρόλο που κάνει ορισμένες λάθος ταξινομήσεις δεν παρουσιάζει
κάποια προκατάληψη ως προς κάποιο topic.

7.3.2.8 10 Αυγούστου 2021

Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:
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Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro
Recall

Macro
F1 Score

LR 1.547206 0.799156 0.999799 0.808406 0.783425 0.791367

DT 0.578404 0.574789 0.820028 0.587705 0.588172 0.57396

K-NN 0.001235 0.402895 0.46853 0.662497 0.466191 0.384633

SVC 4.450048 0.722557 0.998793 0.744251 0.69605 0.704134

GB 24.048141 0.720145 0.999799 0.717429 0.70949 0.712626

RF 21.145264 0.691194 0.93706 0.68631 0.686321 0.684951

AB 2.576895 0.623643 0.731349 0.618443 0.622652 0.617691

MNB 0.006181 0.719542 0.98331 0.713217 0.704811 0.707601

Perceptron 0.052897 0.72316 0.999799 0.715286 0.718143 0.716484

XGB 17.597055 0.689988 0.834506 0.689375 0.672655 0.677582

Πίνακας 41: [10/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Παρατηρώντας τις παραπάνω μετρικές για τον κάθε αλγόριθμο φαίνεται πως καλύτερα αποτελέσματα
έχουν οι αλγόριθμοι Λογιστική Παλινδρόμηση (LR) και στην πορεία ακολουθούν ο Ταξινομητής με
διανύσματα υποστήριξης (SVC), Perceptron, Gradient Boosting Ταξινομητής (GB) και Multinomial
Naive Bayes (MNB). Καθώς η Λογιστική Παλινδρόμηση παρουσιάζει διαφορά περίπου ίση με 8% με
τους υπόλοιπους αλγορίθμους σχεδόν για όλες τις μετρικές παρακάτω θα παρουσιαστεί το Confusion
Matrix και το Classification Report μόνο για αυτή την περίπτωση.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 271 70 67

Topic 1 33 542 59

Topic 2 15 89 512

Πίνακας 42: [10/08/2021] Confusion Matrix Αλγορίθμου LR
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Εικόνα 64: [10/08/2021] Classification Report αλγορίθμου LR

Από τα παραπάνω στοιχεία φαίνεται πως ο αλγόριθμος κάνει αρκετές σωστές προβλέψεις και πως ενώ
υπάρχουν ορισμένες λανθασμένες, ο αλγόριθμος δεν φαίνεται να έχει κάποια προκατάληψη ως προς
κάποιο topic. Συνεπώς ο αλγόριθμος Λογιστική Παλινδρόμηση είναι αποδεκτός για την συγκεκριμένη
ταξινόμηση καθώς παρουσιάζει ικανοποιητικά αποτελέσματα.

7.3.2.9 11 Αυγούστου 2021
Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Training
Accuracy

Validation
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.247898 0.971596 0.618022 0.615348 0.610289 0.611759

DT 0.341754 0.715965 0.467189 0.526171 0.484179 0.471251

K-NN 0.001934 0.463598 0.378061 0.659381 0.348656 0.29831

SVC 1.696922 0.973882 0.565132 0.579735 0.550072 0.551618

GB 18.818577 0.968658 0.584721 0.584699 0.567752 0.569462

RF 6.991821 0.939602 0.621939 0.625687 0.610698 0.61216

AB 1.488432 0.627163 0.512243 0.526746 0.501986 0.503349

MNB 0.003285 0.950375 0.562194 0.557183 0.555851 0.556411

Perceptron 0.01839 0.974861 0.529873 0.526506 0.527255 0.525954

XGB 21.609099 0.766569 0.5857 0.592816 0.570102 0.573079

Πίνακας 43: [11/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης
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Από τα παραπάνω αποτελέσματα φαίνεται πως καλύτερα αποτελέσματα παρουσιάζουν οι αλγόριθμοι
Λογιστική Παλινδρόμηση (LR) και Τυχαία Δάση (RF). Επομένως παρακάτω παρουσιάζονται τα
Confusion Matrix και Classification Report τους:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 188 37 24 43

Topic 1 27 171 26 44

Topic 2 44 17 100 35

Topic 3 33 39 21 172

Πίνακας 44: [11/08/2021] Confusion Matrix Αλγορίθμου LR

Εικόνα 65: [11/08/2021] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 194 23 21 54

Topic 1 35 157 24 52

Topic 2 44 17 91 44

Topic 3 30 21 21 193

Πίνακας 45: [11/08/2021] Confusion Matrix Αλγορίθμου RF
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Εικόνα 66: [11/08/2021] Classification Report αλγορίθμου RF

Συγκρίνοντας τα παραπάνω αποτελέσματα φαίνεται πως ενώ ο αλγόριθμος Τυχαία Δάση έχει μεγαλύτερο
Validation Accuracy, φαίνεται να έχει κάποια προκατάληψη υπέρ του topic 3 και στη συνέχεια και του
topic 0. Συνεπώς πιο αξιόπιστα για την ταξινόμηση του συγκεκριμένου dataset θεωρούνται τα
αποτελέσματα του αλγορίθμου Λογιστική Παλινδρόμηση.

7.3.2.10 12 Αυγούστου 2021
Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Training
Accuracy

Validation
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.218404 1 0.728636 0.730922 0.727562 0.72857

DT 0.268443 0.830415 0.532234 0.55292 0.524849 0.521407

K-NN 0.001056 0.525763 0.455772 0.763657 0.436509 0.36686

SVC 0.958752 1 0.689655 0.70289 0.685578 0.687854

GB 17.162765 1 0.635682 0.640919 0.632728 0.633984

RF 6.585321 0.961981 0.658171 0.666242 0.655193 0.657081

AB 0.488828 0.713357 0.587706 0.610585 0.581882 0.580684

MNB 0.003455 0.997999 0.665667 0.665943 0.666439 0.666166

Perceptron 0.008824 1 0.671664 0.671732 0.672018 0.671858

XGB 11.064638 0.84042 0.595202 0.605699 0.591682 0.59338

Πίνακας 46: [12/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης
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Υψηλότερες τιμές στις μετρικές φαίνεται να παρουσιάζουν οι αλγόριθμοι Λογιστική Παλινδρόμηση (LR)
και ο Ταξινομητής με Διανύσματα Υποστήριξης (SVC). Για αυτές τις περιπτώσεις παρουσιάζονται τα
Confusion Matrices και Classification Reports.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 183 31 25

Topic 1 45 154 23

Topic 2 31 26 149

Πίνακας 47: [12/08/2021] Confusion Matrix αλγορίθμου LR

Εικόνα 67: [12/08/2021] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2

Πραγματικές
Τιμές

Topic 0 180 43 16

Topic 1 47 159 16

Topic 2 39 46 121

Πίνακας 48: [12/08/2021] Confusion Matrix αλγορίθμου SVC
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Εικόνα 68: [12/08/2021] Classification Report αλγορίθμου SVC

Αυτά τα δεδομένα δείχνουν πως ενώ οι αποδόσεις των δύο αλγορίθμων είναι αρκετά κοντά, οι μετρικές
του αλγορίθμου LR φαίνονται πιο ομοιόμορφες για κάθε topic. Συνεπώς, τα αποτελέσματα της
Λογιστικής Παλινδρόμησης είναι πιο ικανοποιητικά για το συγκεκριμένο dataset.

7.3.2.11 13 Αυγούστου 2021
Οι αλγόριθμοι ταξινόμησης για το συγκεκριμένο dataset είχαν τις εξής τιμές:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 0.090498 0.658019 1 0.658621 0.6637 0.657599

DT 0.094317 0.495283 0.785208 0.553974 0.507414 0.498816

K-NN 0.003116 0.504717 0.555468 0.738018 0.457118 0.458504

SVC 0.282933 0.65566 1 0.658819 0.652112 0.65119

GB 12.872179 0.589623 1 0.589024 0.591382 0.585884

RF 0.488497 0.601415 0.970102 0.60919 0.608818 0.599795

AB 0.416806 0.490566 0.665618 0.57833 0.512899 0.495868

MNB 0.004373 0.610849 0.99764 0.608864 0.614437 0.608594

Perceptron 0.009953 0.610849 1 0.612048 0.617382 0.60982

XGB 8.928593 0.561321 0.88513 0.569539 0.568701 0.560624

Πίνακας 49: [13/08/2021] Μετρικές Αξιολόγησης Αλγορίθμων Ταξινόμησης

Παρατηρώντας τα αποτελέσματα για τις μετρικές των αλγορίθμων ταξινόμησης φαίνεται πως καλύτερα
αποτελέσματα παρουσιάζουν η Λογιστική Παλινδρόμηση (LR) και ο ταξινομητής με διανύσματα
υποστήριξης (SVC). Για αυτούς τους αλγορίθμους φαίνονται παρακάτω τα Confusion Matrices και τα
Classification Reports τους.

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Topic 0 82 13 18 23
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Τιμές Topic 1 9 56 10 7

Topic 2 6 10 71 16

Topic 3 10 9 14 70

Πίνακας 50: [13/08/2021] Confusion Matrix LR

Εικόνα 69: [13/08/2021] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 87 9 15 25

Topic 1 13 46 9 14

Topic 2 8 8 71 16

Topic 3 9 6 14 74

Πίνακας 51: [13/08/2021] Confusion Matrix SVC

168



Εικόνα 70: [13/08/2021] Classification Report αλγορίθμου SVC

Παρατηρώντας τα παραπάνω αποτελέσματα φαίνεται πως οι αποδόσεις των δύο ταξινομητών είναι πολύ
κοντά, ωστόσο, ο αλγόριθμος SVC φαίνεται να κάνει περισσότερες λανθασμένες προβλέψεις για το topic
1, επομένως για το συγκεκριμένο dataset επιλέγεται η Λογιστική Παλινδρόμηση, ως ο αλγόριθμος με τα
πιο ικανοποιητικά αποτελέσματα.

7.3.2.12 Σύνοψη αποτελεσμάτων
Η σύνοψη των καλύτερων αποτελεσμάτων για κάθε πείραμα φαίνεται στον παρακάτω πίνακα:

Ημερομηνία Classifier
Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

03/08/2021 LR 0.742188 1 0.746856 0.731038 0.734067

04/08/2021 LR 0.794966 0.992223 0.79341 0.795997 0.794067

05/08/2021 MNB 0.52 0.87354 0.519786 0.52 0.518668

06/08/2021 Κανένας Αλγόριθμος δεν είχε ικανοποιητικά αποτελέσματα

07/08/2021 Κανένας Αλγόριθμος δεν είχε ικανοποιητικά αποτελέσματα

08/08/2021 Κανένας Αλγόριθμος δεν είχε ικανοποιητικά αποτελέσματα

09/08/2021 LR 0.692464 0.974194 0.691233 0.689423 0.689804

10/08/2021 LR 0.799156 0.999799 0.808406 0.783425 0.791367

11/08/2021 LR 0.618022 0.971596 0.615348 0.610289 0.611759

12/08/2021 LR 0.728636 1 0.730922 0.727562 0.72857

13/08/2022 LR 0.658019 1 0.658621 0.6637 0.657599

Πίνακας 52: Σύνοψη αλγορίθμων ταξινόμησης για όλα τα datasets
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Όπως φαίνεται από τα παραπάνω αποτελέσματα, για τα περισσότερα πειράματα καλύτερα αποτελέσματα
παρουσιάζει η Λογιστική Παλινδρόμηση. Ωστόσο, κανείς θα περίμενε πως οι Gradient Boosting μέθοδοι
(όπως RF ή XGB) θα είχαν καλύτερα αποτελέσματα. Για αυτό, αξίζει να αναφερθεί ότι για τη λογιστική
παλινδρόμηση κατά την επιλογή των βέλτιστων παραμέτρων (όπως αυτή παρουσιάστηκε και στην
ενότητα “7.3.1.1 Λογιστική Παλινδρόμηση“) για την παράμετρο multi_class, σε 8 από τα 10 datasets
υπερτερούσε η τιμή “ovr”, που σημαίνει ότι χρησιμοποιήθηκε η επέκταση One-vs-Rest της Λογιστικής
Παλινδρόμησης. Η εφαρμογή της συγκεκριμένης τεχνικής είναι πιθανόν να είναι ο λόγος που ο
συγκεκριμένος αλγόριθμος υπερτερούσε απέναντι στους υπόλοιπους.

Επίσης, αξίζει να αναφερθεί πως φάνηκε πως στις περιπτώσεις που ο ορισμός των topics από το LDA
περιείχε κοινές λέξεις ανάμεσα σε topics, οι αλγόριθμοι ταξινόμησης δεν μπορούσαν να κάνουν
διαχωρισμό των topics αυτών.

7.4 Ανάλυσης Καταστροφής στην Τουρκία

Από τις 27 Ιουλίου έως και τις 12 Αυγούστου του 2021 είχαν ξεσπάσει, πολλαπλές πυρκαγιές στην
Τουρκία, προκαλώντας πολυάριθμες απώλειες και σε αυτή τη χώρα. Πιο συγκεκριμένα, σύμφωνα με μία
αναφορά του Turkish Red Crescent66 (2021), εκείνη τη χρονική περίοδο είχαν ξεσπάσει συνολικά 270
φωτιές σε 53 περιοχές της Τουρκίας, 9 άνθρωποι έχασαν τις ζωές τους και συνολικά κάηκαν εκτάσεις ίσες
με 1.7 εκατομμύρια στρέμματα. Τέλος, ο συγκεκριμένος οργανισμός μέχρι τις 13 Αυγούστου 2021, είχε
προσφέρει βοήθεια σε πάνω από 560.000 ανθρώπους που το είχαν ανάγκη, αριθμός που μπορεί να δείξει
την έκταση των επιπτώσεων της συγκεκριμένης καταστροφής.

Καθώς, λοιπόν, μία αντίστοιχα μεγάλη καταστροφή συνέβη σε μία γειτονική χώρα της Ελλάδας, για την
οποία γίνεται η υπόθεση ότι ίσχυαν αντίστοιχες καιρικές συνθήκες, ενώ οι καταστροφές ξέσπασαν την
ίδια χρονική περίοδο, θεωρήθηκε πως αξίζει να διεξαχθεί μία πρώτη μελέτη. Στόχος είναι να γίνει
αντιληπτό ποιες ήταν οι βασικές ανησυχίες των πληγέντων κατά τη διάρκεια αυτής της καταστροφής.

7.4.1 Συλλογή και προεπεξεργασία δεδομένων

Τα δεδομένα που συλλέχθηκαν ήταν για την χρονική περίοδο 27 Ιουλίου έως και τις 12 Αυγούστου 2021,
δηλαδή για της διάρκεια της καταστροφής. Η αναζήτηση έγινε με βάση τη φράση κλειδί #helpTurkey και
η διαδικασία που ακολουθήθηκε για τη συλλογή και την προεπεξεργασία τους ήταν η ίδια που
περιγράφεται στις ενότητες “4.3 Snscrape” και “6. Προεπεξεργασία δεδομένων”. Το dataset με τα
δεδομένα που ανακτήθηκαν περιλάμβανε συνολικά 524.975 tweets εκ των οποίων κάποια ήταν στα
Αγγλικά και κάποια στα Τούρκικα.
Είναι σημαντικό να αναφερθεί πως η συγκεκριμένη φράση επιλέχθηκε λόγω της δυσκολίας αναζήτησης
δεδομένων στα Τουρκικά. Η συγκεκριμένα φράση κατά τη διάρκεια των καταστροφών στην Τουρκία
ήταν στα trends του Twitter παγκοσμίως, επομένως θεωρήθηκε δεδομένο πως θα μπορούσε να οδηγήσει

66 Πρόκειται για έναν από τους μεγαλύτερους ανθρωπιστικούς οργανισμούς της Τουρκίας.
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στα επιθυμητά αποτελέσματα. Ωστόσο, λόγω της προκατάληψης που περιέχει σχετικά με την αναζήτηση
βοήθειας, τα αποτελέσματα των δύο καταστροφών δεν μπορούν να συγκριθούν ως προς τις θεματικές
που παρουσιάζουν στα tweets τους. Αξίζει επίσης να αναφερθεί πως ακολουθήθηκε η ίδια διαδικασία για
την προεπεξεργασία των δεδομένων με τη διαφορά ότι δεν εφαρμόστηκε lemmatization και αφαίρεση
τονισμού.

7.4.2 Μοντελοποίηση κειμένου με LDA

Αντίστοιχα με τα υπόλοιπα datasets, και σε αυτή την περίπτωση, ήταν σημαντικό να αντλήσουμε
πληροφορίες σχετικά με τις θεματικές των tweets προκειμένου να μπορέσουμε να εκπαιδεύσουμε και να
αξιολογήσουμε τους αλγόριθμους ταξινόμησης.
Για να γίνει αυτό, εφαρμόστηκε η μέθοδος LDA. Ακολουθώντας την ίδια διαδικασία με τις προηγούμενες
περιπτώσεις αρχικά δοκιμάστηκε η εφαρμογή του LDA με την τεχνική BoW και τυπώθηκε η γραφική
παράσταση UMass Coherence Score - Αριθμός topics. Από αυτή τη γραφική παράσταση επιλέχθηκε ο
αριθμός topics που παρουσίαζε το καλύτερο coherence score και εφαρμόστηκε σε όλα τα δεδομένα.

Αξίζει να αναφερθεί, ότι στην συγκεκριμένη περίπτωση επιλέχθηκε να εφαρμοστεί μόνο η τεχνική BoW.
Αυτό συμβαίνει επειδή η συγκεκριμένη διαδικασία ήταν εξαιρετικά χρονοβόρα (λόγω του όγκου των
δεδομένων) και από τη στιγμή που σε όλες τις προηγούμενες περιπτώσεις φάνηκε πως η τεχνική BoW
παρουσιαζε καλύτερα Coherence Scores από την τεχνική TF-IDF, έγινε η υπόθεση πως η συγκεκριμένη
τεχνική ήταν καλύτερη και για αυτό το dataset.

Επομένως, τα αποτελέσματα του Coherence Score του LDA με χρήση της τεχνικής BoW φαίνονται
παρακάτω:

Διάγραμμα 42: [Τουρκία] UMass Coherence Score ανά αριθμό topics με την τεχνική BoW

Όπως φαίνεται από το συγκεκριμένο διάγραμμα καλύτερα Coherence Scores έχουν οι περιπτώσεις με τα
2 και τα 4 topics, για τα οποία οι τιμές τους είναι αντίστοιχα -2.599 και -2.577. Καλύτερο εκ των δύο
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λοιπόν είναι η περίπτωση με τα 4 topics,συνεπώς λόγω αυτού αλλά και δεδομένου ότι κατά τη διάρκεια
των 2 εβδομάδων είναι πιο πιθανό να εμφανίζονται περισσότερα από 2 topics, επιλέχθηκε η περίπτωση με
τα 4.
Επομένως, έγινε εφαρμογή του LDA για την περίπτωση με τα 4 topics και τυπώθηκαν το Perplexity
Score αλλά και οι top 10 λέξεις για κάθε topic, τα αποτελέσματα φαίνονται παρακάτω:

Εικόνα 71: [Τουρκία] Top 10 λέξεις ανά topic

Παρακάτω παρατίθεται η μετάφραση των Τουρκικών λέξεων όπως μεταφράστηκαν από γηγενείς.
● Topic 0:

○ yardim=βοήθεια
○ yaniyor=καίγεται
○ yok=καμία
○ yangin=όμορφο
○ lutfen=παρακαλώ
○ var=υπάρχουν

● Topic 3:
○ Havadanmuedahaleistiyoruz = θέλουμε εναέρια υποστήριξη
○ cokertmeyaniyor = το Cokerter καίγεται
○ turkiyeyaniyor= η Τουρκία καίγεται

Επίσης το Perplexity Score για την συγκεκριμένη περίπτωση είναι ίσο με -7.532.
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Λαμβάνοντας υπόψη τις παραπάνω έννοιες για το κάθε topic, το κάθε ένα από αυτά θα μπορούσε να
οριστεί ως εξής:

● Topic 0 = Αναζήτηση βοήθειας
● Topic 1 = Περιγραφή της κατάστασης
● Topic 2 = Περιγραφή της κατάστασης και αναζήτηση εξωτερικής βοήθειας
● Topic 3 = Έκκληση για τοπική και διεθνή εναέρια υποστήριξη

Αξίζει να αναφερθεί πως λόγω έλλειψης κατανόησης της γλώσσας είναι πιθανό κάποια stopwords να μην
αφαιρέθηκαν, ενώ λόγω της φράσης κλειδί που χρησιμοποιήθηκε για την πρόσβαση στα δεδομένα, τα
tweets είναι διαχωρισμένα ανάμεσα στις δύο γλώσσες.

7.4.3 Ανίχνευση θεματικής των tweets με τη χρήση αλγορίθμων ταξινόμησης
Αφού ορίστηκαν τα παραπάνω topics, ακολουθήθηκε η ίδια διαδικασία που περιγράφεται στις ενότητες
“7.3.1 Περιγραφή διαδικασίας”.
Συνεπώς τα αποτελέσματα για τους αλγορίθμους μπορούν να φανούν παρακάτω:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 11.398117 0.890971 0.999314 0.925282 0.869663 0.888655

DT 17.75136 0.864914 0.999314 0.899279 0.841464 0.861219

K-NN 0.003716 0.7808 0.803771 0.870212 0.723909 0.754339

SVC 128.816927 0.763086 0.976343 0.817969 0.776509 0.790404

GB 31.968626 0.769943 0.785829 0.875357 0.713179 0.745753

RF 35.546019 0.872229 0.999162 0.914988 0.846439 0.867907

AB 4.109577 0.756114 0.772038 0.84602 0.702571 0.71831

MNB 0.01064 0.861714 0.979848 0.864459 0.83559 0.839758

Perceptron 0.616028 0.8728 0.998857 0.893306 0.852181 0.865947

XGB 62.284676 0.781029 0.801181 0.876476 0.727194 0.761963
Πίνακας 53: [Τουρκία] Σύνοψη μετρικών αλγορίθμων ταξινόμησης

Καλύτερα αποτελέσματα φαίνεται να παρουσιάζουν οι αλγόριθμοι LR, RF, Perceptron, MNB.
Παρατηρείται, ωστόσο, ότι σε κάποιες περιπτώσεις το Macro Precision Score είναι αρκετά μεγαλύτερο
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από το Macro Recall Score, γεγονός που μπορεί να σημαίνει πως υπάρχει κάποια μεροληψία απέναντι σε
κάποιο topic. Παρακάτω φαίνονται τα Confusion Matrices και τα Classification Reports προκειμένου να
διερευνηθεί περαιτέρω αυτό το ενδεχόμενο και να αντιμετωπιστεί ανάλογα εάν χρειαστεί:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 4043 11 4 26

Topic 1 82 1171 3 23

Topic 2 73 8 1297 22

Topic 3 617 35 50 1285

Πίνακας 54: [Τουρκία] Confusion Matrix του αλγορίθμου LR

Εικόνα 72: [Τουρκία] Classification Report αλγορίθμου LR

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 4037 5 9 33

Topic 1 123 1129 9 18

Topic 2 79 6 1296 19

Topic 3 719 34 64 1170

Πίνακας 55: [Τουρκία] Confusion Matrix του αλγορίθμου SVC
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Εικόνα 73: [Τουρκία] Classification Report αλγορίθμου SVC

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 3964 22 30 68

Topic 1 68 1165 7 39

Topic 2 78 19 1256 47

Topic 3 606 64 65 1252

Πίνακας 56: [Τουρκία] Confusion Matrix του αλγορίθμου Perceptron

Εικόνα 74: [Τουρκία] Classification Report αλγορίθμου Perceptron

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Topic 0 4012 11 24 37
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Πραγματικές
Τιμές

Topic 1 52 1142 48 37

Topic 2 29 37 1262 72

Topic 3 568 91 204 1124

Πίνακας 57: [Τουρκία] Confusion Matrix του αλγορίθμου MNB

Εικόνα 75: [Τουρκία] Classification Report αλγορίθμου MNB

Από τα παραπάνω αποτελέσματα παρατηρείται προκατάληψη των αλγορίθμων προς το topic 0, η οποία
θα μπορούσε να προκαλείται από μη ισορροπημένα δεδομένα, αυτό μπορεί να επιβεβαιωθεί και από το
παρακάτω διάγραμμα:

Διάγραμμα 43: [Τουρκία] Κατανομή των tweets ανά topic

Από αυτό το διάγραμμα φαίνεται πως σχεδόν τα μισά από τα δείγματα στο dataset ανήκουν στην πρώτη
κατηγορία, επομένως θα δοκιμαστούν οι τεχνικές over sampling και undersampling που εξηγήθηκαν στην
ενότητα “7.3.2.4 06 Αυγούστου 2021”.
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Αρχικά, γίνει χρήση της τεχνικής over_sampling και τα αποτελέσματα είναι τα εξής:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 18.727421 0.8776 0.997948 0.897618 0.863119 0.875396

DT 19.174474 0.855771 0.99937 0.88286 0.83554 0.849735

K-NN 0.006128 0.819886 0.891917 0.819941 0.796335 0.794999

SVC 392.697189 0.593029 0.86107 0.80467 0.722049 0.677933

GB 65.684078 0.634286 0.770503 0.81025 0.724449 0.702467

RF 53.560243 0.870629 0.999329 0.908374 0.848163 0.86643

AB 8.682579 0.576343 0.732626 0.788098 0.69271 0.653714

MNB 0.021522 0.861257 0.98098 0.863155 0.833191 0.838806

Perceptron 0.968848 0.877143 0.999228 0.900113 0.857391 0.872405

XGB 93.82721 0.646857 0.786942 0.812629 0.737313 0.714591

Πίνακας 58: [Τουρκία] Σύνοψη μετρικών αλγορίθμων ταξινόμησης μετά το oversampling

Φαίνεται πως και πάλι καλύτερα αποτελέσματα έχουν οι αλγόριθμοι LR, SVC, MNB, ωστόσο
παρατηρείται πως οι τιμές του precision εξακολουθούν να είναι μεγαλύτερες από τις τιμές του Recall,
επομένως υποθέτουμε πως η προκατάληψη εξακολουθεί να υπάρχει, ενδεικτικά φαίνεται το Confusion
Matrix και το Classification Report της Λογιστικής Παλινδρόμησης  που το αποδεικνύει:

Προβλεπόμενες Τιμές

Topic 0 Topic 1 Topic 2 Topic 3

Πραγματικές
Τιμές

Topic 0 3907 70 2 105

Topic 1 61 1188 1 29

Topic 2 73 14 1263 50

Topic 3 576 61 29 1321

Πίνακας 59: [Τουρκία] Confusion Matrix του αλγορίθμου LR μετά το oversampling
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Εικόνα 76: [Τουρκία] Classification Report αλγορίθμου LR μετά το oversampling

Τέλος, εφαρμόστηκε η τεχνική undersampling και τα αποτελέσματα φαίνονται παρακάτω:

Classifier
Training
Time (s)

Validation
Accuracy

Training
Accuracy

Macro
Precision

Macro Recall
Macro

F1 Score

LR 6.704939 0.839086 0.998974 0.856234 0.834914 0.836778

DT 2.318563 0.802286 0.998974 0.809884 0.800806 0.79811

K-NN 0.001776 0.780114 0.780528 0.869004 0.723846 0.754288

SVC 8.804259 0.637829 0.993907 0.687118 0.709494 0.658152

GB 50.261498 0.742971 0.759236 0.792775 0.709397 0.727617

RF 37.302694 0.807314 0.998525 0.819261 0.807333 0.803509

AB 11.666044 0.726743 0.721973 0.777403 0.685608 0.685883

MNB 0.006166 0.805829 0.985634 0.833475 0.779683 0.789284

Perceptron 0.255176 0.711771 0.998332 0.702023 0.762763 0.72012

XGB 43.455321 0.746286 0.767958 0.788861 0.718808 0.735151

Πίνακας 60: [Τουρκία] Σύνοψη μετρικών αλγορίθμων ταξινόμησης μετά το undersampling

Με τη συγκεκριμένη τεχνική τα αποτελέσματα φαίνονται να χειροτερεύουν συνεπώς δε θα αναλυθεί
κάποιο Confusion Matrix και Classification Report.

Αυτό που αξίζει επίσης να αναφερθεί από τις παραπάνω περιπτώσεις είναι ότι οι περισσότερες
λανθασμένες ταξινομήσεις γίνονται στις περιπτώσεις που ενώ ένα tweet ανήκει στην κατηγορία 3, ο
αλγόριθμος το ταξινομεί στην κατηγορία 0. Ρόλο στην επιλογή αυτή του αλγορίθμου παίζει και η γλώσσα
των tweets καθώς τα topics 0 και 3 είναι αυτά που είναι στα Τούρκικα, ενώ μπορεί να έχουν γίνει και
παραλήψεις στην προεπεξεργασία των δεδομένων λόγω της έλλειψης κατανόησης της γλώσσας.
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Επομένως, καλύτερα αποτελέσματα φαίνεται να παρουσιάζει και σε αυτή την καταστροφή η Λογιστική
Παλινδρόμηση αφού παρουσιάζει καλύτερα αποτελέσματα για κάθε topic ξεχωριστά εμφανίζοντας την
μικρότερη μεροληψία προς το topic 0.

8. Συμπεράσματα & Μελλοντικές Επεκτάσεις

8.1 Συμπεράσματα

Τα Social Media αποτελούν ένα μέσο το οποίο πλέον είναι αναπόσπαστο από τις ζωές των περισσότερων
ανθρώπων. Μέσα από αυτά τα κανάλια, ο κόσμος εκφράζεται άμεσα και εύκολα δημιουργώντας ένα
σύνολο πληροφοριών το οποίο διατίθεται για διερεύνηση και εξαγωγή συμπερασμάτων. Αυτός είναι και ο
λόγος που η ερευνητική κοινότητα έχει στραφεί προς την ανάλυση των περιεχομένων τους.

Ανάμεσα στους διαφορετικούς τομείς στους οποίους τα μέσα κοινωνικής δικτύωσης μπορούν να φανούν
χρήσιμα και τα περιεχόμενα τους να οδηγήσουν σε σημαντικές αναλύσεις, είναι οι καταστάσεις έκτακτης
ανάγκης. Λόγω της αμεσότητας, της ευκολίας τους, αλλά και της πληθώρας των πληροφοριών που
περιέχουν, τα μέσα αυτά μπορούν να αντικατοπτρίσουν τις απόψεις, τις σκέψεις αλλά και τις ανάγκες των
ατόμων κατά τη διάρκεια μίας καταστροφής. Δίνοντας με αυτό τον τρόπο, πολύτιμες πληροφορίες στους
υπεύθυνους φορείς για τους πιθανούς τρόπους αντιμετώπισης και τους τομείς που χρειάζονται ενίσχυση.
Το Twitter λόγω της αμεσότητας αλλά και της εύκολης πρόσβασης που παρέχει στα δεδομένα είναι ένα
μέσο κοινωνικής δικτύωσης που θα μπορούσε να χαρακτηριστεί ιδανικό για αυτή την ανάλυση.

Στην παρούσα διπλωματική εργασία, έγινε ανάλυση των θεματικών που εμφανιζόντουσαν συχνότερα
στο Twitter κατά τη διάρκεια της πυρκαγιάς που ξέσπασε στην Εύβοια τον Αύγουστο του 2021, ενώ στη
συνέχεια έγινε μία σύντομη ανάλυση των πυρκαγιών που ξέσπασαν στην Τουρκία την ίδια χρονική
περίοδο.

Πιο συγκεκριμένα, η διαδικασία που ακολουθήθηκε ήταν η εξής. Αρχικά, έγινε συλλογή των δεδομένων
με χρήση της τεχνικής Web Scraping και πιο συγκεκριμένα με τη βοήθεια της βιβλιοθήκης της Python
“Snscrape”. Αφού αυτά τα δεδομένα είχαν πλέον αποθηκευτεί σε αρχεία μορφής .CSV έγινε η
απομόνωση των δεδομένων σχετικών με την καταστροφή. Κατά τη διάρκεια αυτής της διαδικασίας
παρατηρήθηκε διαφοροποίηση ανάμεσα στα tweets που είχαν δημοσιοποιηθεί κατά τη διάρκεια του
Αυγούστου και αυτά που δημοσιοποιήθηκαν αργότερα. Πιο συγκεκριμένα, για τα δεδομένα κατά τη
διάρκεια του Αυγούστου δεν χρειάστηκε κάποιο περαιτέρω φιλτράρισμα καθώς το 99% των tweets ήταν
σχετικό με την καταστροφή, ενώ για αυτά που είχαν δημοσιευτεί μετά τον Αύγουστο χρειάστηκε να
χρησιμοποιηθούν αλγόριθμοι μηχανικής μάθησης προκειμένου να γίνει ταξινόμηση τους ανάλογα με το
εάν είναι σχετικά με την καταστροφή ή όχι. Τα δεδομένα αυτά εν τέλει, δεν χρησιμοποιήθηκαν στην
περαιτέρω ανάλυση της καταστροφής (σχετικά με τις θεματικές τους), όμως η μέθοδος η οποία
ακολουθήθηκε αποτελεί ένα καλό παράδειγμα για την απομόνωση των πληροφοριών σχετικών με μία
καταστροφή. Στην συγκεκριμένη περίπτωση πιο ικανοποιητικά αποτελέσματα παρουσίασε ο αλγόριθμος
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Multinomial Naive Bayes, ο οποίος είχε Validation Score=76.4%, Precision Score=83.3%, Recall=80.8%
και F1 Score=82.0% και για αυτό συμπεριλήφθηκε στην συγκεκριμένη εργασία.

Στην συνέχεια, τα δεδομένα πέρασαν από διαφορετικά στάδια προεπεξεργασίας πριν αναλυθούν από τους
αλγορίθμους μηχανικής μάθησης. Αρχικά, αφαιρεθηκαν από το περιεχόμενο τους τα σημεία στίξης, τα
emojis, ο τονισμός, οι αριθμοί και τα URLs καθώς θεωρήθηκε πως τα συγκεκριμένα στοιχεία είναι
θόρυβος και δεν προσδίδουν κάποια ουσιαστική πληροφορία στην ανάλυση. Στη συνέχεια, αφαιρέθηκαν
τα ελληνικά και αγγλικά stopwords δηλαδή λέξεις που υπάρχουν συχνά σε μία πρόταση όμως δεν έχουν
μεγάλη εννοιολογική βαρύτητα. Παράδειγμα μίας τέτοιας λέξης είναι το “και”. Τα σύνολα αυτών των
λέξεων, επεκτάθηκαν ώστε να συμπεριλαμβάνουν και διάφορες συντομογραφίες που χρησιμοποιούνται
στα Social Media αλλά επίσης δεν παρέχουν κάποια ουσιαστική πληροφορία. Τέτοιες λέξεις ήταν το “δν”
(που σημαίνει δεν) το “κ” (που σημαίνει και) κοκ. Τέλος, έγινε tokenization και lemmatization των
περιεχομένων, δηλαδή όλες οι χρήσιμες λέξεις που είχαν απομείνει παρουσιάστηκαν σαν μία λίστα από
λέξεις διαχωρισμένες με κόμμα (tokenization) ενώ οι λέξεις που μπορεί να ήταν σε διαφορετικό πρόσωπο
ή γένος επανήλθαν στην αρχική τους μορφή με σκοπό για παράδειγμα οι λέξεις “φωτιά” και “φωτιές” να
αναλυθούν ως μία.

Αφού ολοκληρώθηκε αυτή η διαδικασία, έγινε μοντελοποίηση του προ επεξεργασμένου κειμένου με
χρήση της μεθόδου Latent Dirichlet Allocation δοκιμάζοντας τις τεχνικές BoW και TF-IDF. Για την κάθε
τεχνική τυπώθηκε μία γραφική παράσταση που έδειχνε πως μεταβάλλεται το UMass Coherence Score της
για διαφορετικό αριθμό topics (για αριθμό topics από 3 έως 9). Από όλες τις επιλογές επιλέχθηκε για
κάθε dataset εκείνη που παρουσίαζε το καλύτερο UMass Coherence Score και στην πορεία εφαρμόστηκε
και πάλι το LDA με την αντίστοιχη τεχνική και παράμετρο για τον αριθμό topics. Τότε έγινε ο ορισμός
των topics και τυπώθηκαν οι top 10 λέξεις για κάθε topic. Αξίζει να σημειωθεί πως σε όλες τις
περιπτώσεις καλύτερες τιμές για το UMass Coherence Score παρουσίαζε το LDA με την τεχνική BoW
ενώ στις 9 από τις 11 ημέρες ο αριθμός των topics τέθηκε ίσος με 3. Στις υπόλοιπες 2 τέθηκε ίσος με 4.

Κάθε tweet είχε πλέον το δικό του label σχετικά με το topic στο οποίο ανήκει και τότε ξεκίνησε η
διαδικασία της ταξινόμησης με τους αλγορίθμους μηχανικής μάθησης. Αρχικά, έγινε hyperparameter
tuning με χρήση του αλγορίθμου RandomizedSearchCV ενώ για κάθε αλγόριθμο ταξινόμησης έγινε
3-fold Cross Validation, ώστε να βρεθούν οι μετρικές με τις καλύτερες επιδόσεις. Τότε οι αλγόριθμοι
εκπαιδεύτηκαν και αξιολογήθηκαν. Βασικό συμπέρασμα από την εφαρμογή των αλγορίθμων για όλες τις
ημέρες της καταστροφής ήταν πως στις 7 από τις 11 ημέρες καλύτερα αποτελέσματα παρουσίαζε ο
αλγόριθμος Λογιστική Παλινδρόμηση εκ των οποίων στις 6 χρησιμοποιήθηκε η επέκταση της Λογιστικής
Παλινδρόμησης για ταξινόμηση πολλαπλών κλάσεων One-vs-Rest και στο άλλο η Multinomial. Για τα
υπόλοιπα datasets στο ένα καλύτερα αποτελέσματα παρουσίασε ο αλγόριθμος Multinomial Naive Bayes
ενώ για τα υπόλοιπα κανένας αλγόριθμος δεν μπόρεσε να ανταπεξέλθει ικανοποιητικά, όπως αποδείχθηκε
λόγω του τρόπου με τον οποίο ορίστηκαν τα topics από το LDA.
Αξίζει να αναφερθεί πως στις 4 από τις 7 περιπτώσεις η Λογιστική Παλινδρόμηση είχε τιμές πάνω από
70% για όλες τις μετρικές της ενώ και για τις υπόλοιπες 3 αυτές ήταν πάνω από 60%.
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Τέλος, αναλύθηκαν, με τον ίδιο τρόπο που ακολουθήθηκε για την πυρκαγιά στην Εύβοια, τα συνολικά
δεδομένα από τις πυρκαγιές στην Τουρκία τον Αύγουστο του 2021. Αφού αυτά συλλέχθηκαν,
αποθηκεύτηκαν και ολοκληρώθηκε η προεπεξεργασία τους, ορίστηκαν 4 topics με τη βοήθεια της
μεθόδου LDA και πιο συγκεκριμένα με την τεχνική BoW. Με βάση αυτά έγινε η ταξινόμηση των
δεδομένων. Για άλλη μία φορά φάνηκε πως καλύτερα αποτελέσματα φάνηκε να παρουσιάζει η Λογιστική
Παλινδρόμηση, η οποία παρουσίασε Validation Accuracy = 87.76%, Training Accuracy = 99.8%, Macro
Precision Score = 89.76%, Macro Recall Score = 86.31% και Macro F1 Score = 87.54%.

Συνεπώς, γενικό συμπέρασμα της συγκεκριμένης διπλωματικής εργασίας είναι πως τα μέσα κοινωνικής
δικτύωσης και πιο συγκεκριμένα το Twitter είναι ικανά για να δώσουν χρήσιμες πληροφορίες σχετικά με
τα κύρια ζητήματα που απασχολούν τους πολίτες κατά τη διάρκεια μίας καταστροφής ή μιας κατάστασης
έκτακτης ανάγκης. Η συγκεκριμένη εργασία μπορεί να αναπτυχθεί περαιτέρω ώστε να βρεθεί τρόπος να
αναλυθούν αποδοτικά όλες οι ημέρες της καταστροφής αλλά και τα δεδομένα για τη χρονική περίοδο
μετα από μία καταστροφή, ενώ μπορεί επίσης να δοκιμαστεί και σε άλλες καταστροφές.

8.2 Μελλοντικές Επεκτάσεις

Με βάση τη συγκεκριμένη μελέτη υπάρχουν πολλές πιθανές μελλοντικές επεκτάσεις οι οποίες είναι
πιθανόν τόσο να διευρύνουν το συγκεκριμένο ζήτημα σε μεγαλύτερο βάθος όσο και να βελτιώσουν τις
δεδομένες προβλέψεις.

Ξεκινώντας από το σύνολο των δεδομένων, παρατηρήθηκε ότι υπήρχαν δεδομένα που αναφερόντουσαν
σε άλλες καταστροφές. Παρόλο που έγινε προσπάθεια αφαίρεσης αυτών που αναφερόντουσαν σε
περισσότερες από 2 επιπρόσθετες καταστροφές, δεν ήταν αρκετο για να αφαιρεθούν ολοκληρωτικά
εκείνα που δεν ήταν σχετικά με την συγκεκριμένη καταστροφή. Ο λόγος είναι γιατί η αναφορά σε κάθε
καταστροφή μπορεί να γινόταν με διαφορετικούς τρόπους πχ “αρχαίαολυμπία” “αρχαία ολυμπία”
“φωτιααρχαιαολυμπία” “ηαρχαιαολυμπιακαιγεται”.
Ακόμη, από ξεχωριστά σύνολα δεδομένων της κάθε ημέρας φάνηκε πως για κάποιες ημέρες τα δεδομένα
ήταν αρκετά λιγότερα με αποτελέσματα πιθανόν να έχουν επηρεαστεί τα αποτελέσματα. Συνεπώς, σε
επόμενη μελέτη καλό θα ήταν να γίνει προσπάθεια συλλογής ίσων δεδομένων για κάθε ημέρα ώστε τα
αποτελέσματα να είναι πιο συγκρίσιμα. Ένας τρόπος να γίνει αυτό είναι με την αναζήτηση δεδομένων με
νέες λέξεις κλειδιά για αυτές τις ημέρες.
Μία επιπλέον επέκταση που θα ήταν ενδιαφέρουσα είναι η διερεύνηση των θεματικών μετά από μία
καταστροφή και η καταγραφή των ανησυχιών των πληγέντων καθ’όλη τη διάρκεια του κύκλου μιας
καταστροφής. Για τη δεδομένη καταστροφή παρόλο που έγινε προσπάθεια για αυτού του είδους την
ανάλυση, τα διαθέσιμα δεδομένα από την περίοδο μετά την καταστροφή δεν ήταν αρκετά.

Σχετικά με την επεξεργασία των δεδομένων, είναι σημαντικό να αναφερθεί πως το lemmatizer που
παρέχει η βιβλιοθήκη SpaCy για την ελληνική γλώσσα δεν είναι αρκετά εξελιγμένο. Πιο συγκεκριμένα,
φάνηκε για παράδειγμα πως οι λέξεις “Αγία” και “Αγίας” θεωρήθηκαν διαφορετικές καθώς δεν έγινε η
απαραίτητη μετατροπή. Επίσης έγιναν ορισμένες λανθασμένες μετατροπές, οι οποίες μπορεί να
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αλλοίωναν το νόημα κατά την ανάγνωση των περιεχομένων, όμως δεν επηρέασαν την ανάλυση. Συνεπώς,
η χρήση κάποιου διαφορετικού lemmatizer θα μπορούσε να δώσει κάποια πιο καθαρά αποτελέσματα
αφού πιθανότατα να μείωνε κι άλλο το θόρυβο των δεδομένων.

Όσον αφορά την μοντελοποίηση του κειμένου, και τη χρήση του LDA, όπως φάνηκε στις περισσότερες
περιπτώσεις ο διαχωρισμός και ο ορισμός των topics ήταν ικανοποιητικός. Ωστόσο, για περισσότερα
δεδομένα φάνηκε να μην μπορεί να κάνει διαχωρισμό των topics χωρίς να συμπεριλαμβάνει τις ίδιες
λέξεις για τουλάχιστον δύο από αυτά. Όπως αποδείχτηκε τόσο για τις ημέρες 06/08/2021-08/08/2021 όσο
και από την ανάλυση του συνολικού συνόλου δεδομένων για όλη την καταστροφή, η οποία δεν
παρουσιάστηκε στη συγκεκριμένη εργασία. Αρχικά, για την βελτίωση των αποτελεσμάτων του LDA θα
μπορούσε να γίνει χρήση bi-grams ή tri-grams ώστε να μη χωρίζονται λέξεις όπως οι “Αγία” και “Άννα”
όταν αναφέρονται στην περιοχή “Αγία Άννα”. Επίσης, θα μπορούσε να γίνει δοκιμή κάποιων επεκτάσεων
του LDA όπως το GuidedLDA, ή να δοκιμαστούν άλλες τεχνικές όπως το K means, το Hierarchical
Clustering κα.

Ακόμη, για την βελτίωση των προβλέψεων για την ταξινόμηση των tweets θα μπορούσε να γίνει χρήση
Νευρωνικού Δικτύου καθώς λόγω της συνδυαστικής φύσης του είναι πιθανόν να μπορέσει να επιφέρει
καλύτερα αποτελέσματα.

Τέλος, όσον αφορά την ανάλυση της καταστροφής στην Τουρκία, η ανάλυση επιδέχεται πολλές
επεκτάσεις. Αρχικά, στην προεπεξεργασία θα μπορούσε να γίνει lemmatization των λέξεων καθώς και η
αφαίρεση των ειδικών συμβόλων της γλώσσας. Επίσης, σε μία πιο λεπτομερή εξέταση πιθανόν να
υπάρχουν ακόμη πολλά stopwords που να πρέπει να αφαιρεθούν, καθώς στην προκειμένη περίπτωση
λόγω έλλειψης κατανόησης της γλώσσας δεν ήταν εφικτό. Εκτός αυτού, θα μπορούσε να γίνει
διαχωρισμός των tweets ανάλογα με τη γλώσσα ώστε οι αλγόριθμοι να μην έχουν προκατάληψη για αυτό
το λόγο ή να γίνει μετάφραση όλων των tweets στην ίδια γλώσσα. Τέλος, και σε αυτή την καταστροφή θα
μπορούσαν να εφαρμοστούν οι παραπάνω επεκτάσεις ενώ η ανάλυση θα μπορούσε να γίνει πιο
συγκεκριμένη ανά ημέρες ή δεδομένου του όγκου της πληροφορίας να οριστούν περισσότερα topics.
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Appendix A - Κώδικας Ανάκτησης Δεδομένων

import snscrape.modules.twitter as sntwitter

import pandas as pd

import itertools

# Creating list to append tweet data to

tweets_list = []

# Using TwitterSearchScraper to scrape data and append tweets to list

for i,tweet in enumerate(sntwitter.TwitterSearchScraper('Ευβοια since:2021-08-01

until:2021-12-30').get_items()):

tweets_list.append([tweet.date, tweet.id, tweet.content])

# Creating a dataframe from the tweets list above

tweets_dataframe = pd.DataFrame(tweets_list, columns=['Datetime', 'Tweet Id', 'Text'])

compression_opts = dict(method='zip', archive_name='twitter_data.csv')

tweets_dataframe.to_csv('disaster_dataset.zip', index=False, compression=compression_opts)
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Appendix B - Κώδικας Επεξεργασίας Δεδομένων

from gensim.corpora import Dictionary

from gensim.models.ldamodel import LdaModel

from gensim.models import CoherenceModel

from nltk.corpus import stopwords

from nltk.tokenize import word_tokenize, RegexpTokenizer

import unidecode

import pandas as pd

import re

import math

import string

def remove_punctuation(row):

words = row.split()

clean_str = ""

for word in words:

for char in word:

if char not in string.punctuation:

clean_str = clean_str + char

else:

continue

clean_str = clean_str + " "

return clean_str

def remove_numbers(row):

new_text = []

words = row.split()

for word in words:

for c in word:

if not c.isdigit():

new_text.append(c)

new_text.append(' ')

return ''.join(new_text)

def remove_emojis(text):

regrex_pattern = re.compile(pattern = "["

u"\U0001F600-\U0001F64F" # emoticons

u"\U0001F300-\U0001F5FF" # symbols & pictographs

u"\U0001F680-\U0001F6FF" # transport & map symbols

u"\U0001F1E0-\U0001F1FF" # flags (iOS)

"]+", flags = re.UNICODE)

return regrex_pattern.sub(r'',text)

def remove_accents(text):

new_text = []

for token in text:
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new_token = unidecode.unidecode(token)

new_text.append(new_token)

return new_text

def lemmatize(row):

new_row = []

for token in row:

new_token = nlp(token)

for ntoken in new_token:

new_row.append(ntoken)

return [token.lemma_ for token in new_row]

def clean_tweets(df=df_tweets,

tweet_col='Text',

date_col='Datetime',

):

df_copy = df.copy()

# drop rows with empty values

df_copy.dropna(inplace=True)

# lower the tweets

df_copy['preprocessed_' + tweet_col] = df_copy[tweet_col].str.lower()

gr_stopwords_ext = gr_stopwords | \ {'&amp;', 'rt','κ','ρε', 'ότι', 'οτι', 'κι',
'β','και','κλ','από', 'εχει','έχει','ένα','ενα','αυτό','αυτο', 'απο', 'ειναι', 'είναι', 'λέει','ή',
'κάνει', 'υπάρχει' , 'φωτιά', 'φωτιές', 'εύβοια', 'ευβοια', 'πυρκαγιές', 'πυρκαγιες', 'πυρκαγια',
'πυρκαγιά', 'φωτια', 'βόρεια', 'φωτιες', 'εύβοια', 'ευβοια', 'πυρκαγιαευβοια', 'φωτιαευβοια',
'ευβοιαφωτια'}

# filter out stop words and URLs

url_re =

'(https?:\/\/(?:www\.|(?!www))[a-zA-Z0-9][a-zA-Z0-9-]+[a-zA-Z0-9]\.[^\s]{2,}|www\.[a-zA-Z0-9

][a-zA-Z0-9-]+[a-zA-Z0-9]\.[^\s]{2,}|https?:\/\/(?:www\.|(?!www))[a-zA-Z0-9]+\.[^\s]{2,}|www

\.[a-zA-Z0-9]+\.[^\s]{2,})'

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: ' '.join([word for word in row.split() if not re.match(url_re, word)]))

# remove punctuation

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: remove_punctuation(row))

# remove emojis

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: remove_emojis(row))

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: ' '.join([word for word in row.split() if (not word in gr_stopwords_ext)]))
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df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: ' '.join([word for word in row.split() if (not word in en_stopwords)]))

# remove numbers

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: ' '.join([word for word in row.split() if (not word.isdigit())]))

# tokenize the tweets

tokenizer = RegexpTokenizer(r'\w+')

df_copy['tokenized_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: tokenizer.tokenize(row))

# lemmatize the tweets

df_copy['lemmatized_' + tweet_col] = df_copy['tokenized_' + tweet_col].apply(lambda row:

lemmatize(row))

# remove accents

df_copy['preprocessed_' + tweet_col] = df_copy['preprocessed_' + tweet_col].apply(lambda

row: remove_accents(row))

return df_copy

df_tweets = pd.read_csv('during_disaster_dataset.csv')

df_tweets_clean = clean_tweets(df_tweets)
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Appendix C - Κώδικας Μοντελοποίησης Κειμένου

from matplotlib import gridspec

from matplotlib import pyplot as plt

import pyLDAvis

import pyLDAvis.sklearn

import pyLDAvis.gensim_models as gensimvis

from gensim import models

#Dictionary creation → each word has its id for every tweet

tweets_dictionary = Dictionary(df_tweets_clean.lemmatized_Text)

#Corpus creation → counts the number of occurrences of each word

tweets_corpus = [tweets_dictionary.doc2bow(tweet) for tweet in df_tweets_clean.limmatized_Text]

tweets_tfidf = models.TfidfModel(tweets_corpus)

tweets_corpus_tfidf = tweets_tfidf[tweets_corpus]

#Apply LDA for different no of topics & compute coherence with BoW

tweets_coherence = []

for nb_topics in range(3,10):

lda = LdaModel(tweets_corpus, num_topics = nb_topics, id2word = tweets_dictionary, passes=10)

cohm = CoherenceModel(model=lda, corpus=tweets_corpus, dictionary=tweets_dictionary,

coherence='u_mass')

coh = cohm.get_coherence()

tweets_coherence.append(coh)

#Print the best coherence Score

min_coh_index = 0

for topic in range(1,8):

print("for", topic, "topics, the coherence score is", tweets_coherence[topic-1])

if(tweets_coherence[min_coh_index]>tweets_coherence[topic-1]):

min_coh_index = topic-1

#Create the graph number of topics/coherence

k = min_coh_index

plt.figure(figsize=(10,5))

plt.plot(range(3,10),tweets_coherence)

plt.xlabel("Number of Topics")

plt.ylabel("Coherence Score")

#Apply LDA for different no of topics & compute coherence with TF-IDF

tweets_coherence = []

for nb_topics in range(3,10):

tweets_lda = LdaModel(tweets_corpus_tfidf, num_topics = nb_topics, id2word =

tweets_dictionary, passes=10)

cohm = CoherenceModel(model=lda, corpus=tweets_corpus, dictionary=tweets_dictionary,

coherence='u_mass')
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coh = cohm.get_coherence()

tweets_coherence.append(coh)

#Print the best coherence Score

min_coh_index = 0

for topic in range(1,8):

print("for", topic, "topics, the coherence score is", tweets_coherence[topic-1])

if(tweets_coherence[min_coh_index]>tweets_coherence[topic-1]):

min_coh_index = topic-1

#Create the graph number of topics/coherence

k = min_coh_index

plt.figure(figsize=(10,5))

plt.plot(range(3,10),tweets_coherence)

plt.xlabel("Number of Topics")

plt.ylabel("Coherence Score")
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Appendix D - Κώδικας Δυαδική Ταξινόμηση Tweets

from sklearn.naive_bayes import MultinomialNB

from sklearn.linear_model import LogisticRegression

from sklearn.ensemble import RandomForestClassifier

from sklearn.ensemble import GradientBoostingClassifier

from sklearn.neighbors import KNeighborsClassifier

from sklearn.linear_model import Perceptron

from xgboost import XGBClassifier

from sklearn.ensemble import AdaBoostClassifier

from catboost import CatBoostClassifier

from sklearn.svm import SVC

from sklearn.tree import DecisionTreeClassifier

from time import process_time

from sklearn.metrics import roc_auc_score

from sklearn.metrics import precision_score

from sklearn.metrics import recall_score

from sklearn.metrics import f1_score

from sklearn.model_selection import train_test_split

from imblearn.over_sampling import SMOTE

classifiers = {

"Logistic Regression": LogisticRegression(class_weight='balanced'),

"Decision Tree": DecisionTreeClassifier(class_weight='balanced'),

"k-Nearest Neighbors": KNeighborsClassifier(),

"Linear SVM": SVC(class_weight='balanced'),

"Gradient Boosting Classifier": GradientBoostingClassifier(),

"Random Forest": RandomForestClassifier(),

'RidgeClassifier': RidgeClassifier(class_weight='balanced'),

'AdaBoost': AdaBoostClassifier(n_estimators=100),

'MNB': MultinomialNB(),

'Perceptron': Perceptron(class_weight='balanced'),

'xgboost': XGBClassifier(n_estimators=300)

}

X_train, X_test, y_train, y_test =

train_test_split(postdisaster_train_clean['lemmatized_Text'],

postdisaster_train_clean['Target'], test_size = 0.25, random_state = 0)

sm = SMOTE(sampling_strategy=1.0)

X_train, y_train = sm.fit_resample(X_train, y_train)

classifiers_num = len(classifiers.keys())

def apply_classifiers(X_train_tranformed, y_train, X_test_tranformed, y_test, verbose =

195



True):

df_results = pd.DataFrame(data=np.zeros(shape=(classifiers_num,8)), columns =

['Classifier', 'Area Under Curve', 'Training time', 'Training Accuracy', 'Validation

Accuracy', 'Recall', 'Precision', 'F1 Score'])

count = 0

for key, classifier in classifiers.items():

t_start = process_time()

classifier.fit(X_train_tranformed, y_train)

t_stop = process_time()

t_elapsed = t_stop - t_start

y_predicted = classifier.predict(X_test_tranformed)

training_acccurary = classifier.score(X_train_tranformed, y_train)

validation_accuracy = classifier.score(X_test_tranformed, y_test)

recall = recall_score(y_test, y_predicted)

precision = precision_score(y_test, y_predicted)

f1_score = f1_score(y_test, y_predicted)

conf_matrix = confusion_matrix(y_test, y_predicted)

print(conf_matrix)

df_results.loc[count,'Classifier'] = key

df_results.loc[count,'Training time'] = t_elapsed

df_results.loc[count,'Training Accuracy'] = training_acccurary

df_results.loc[count,'Validation Accuracy'] = validation_accuracy

df_results.loc[count,'Recall'] = recall

df_results.loc[count,'Precision'] = precision

df_results.loc[count,'F1 Score'] = f1_score

if verbose:

print("trained {c} in {f:.2f} s".format(c=key, f=t_elapsed))

count+=1

return df_results

df_results = apply_classifiers(X_train, y_train, X_test, y_test)

pd.set_option("display.max_rows", None, "display.max_columns", None)

print(df_results.sort_values(by='Validation Accuracy', ascending=False))
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Appendix E - Κώδικας Ταξινόμησης Tweets ανάλογα με
το θέμα τους

Hyperparameter Tuning
from sklearn import datasets

from sklearn.model_selection import train_test_split

from sklearn.model_selection import GridSearchCV

# loading the data

X = cleaned_df['lemmatized_text']

y = cleaned_df['Dominant_Topic']

# dividing X, y into train and test data

X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.2,

random_state = 42)

clf_model = LogisticRegression()

param_grid = [

{'C' : [1.0, 2.0, 3.0],

'solver' : ['lbfgs','newton-cg','liblinear','sag','saga'],

'max_iter' : [50, 100, 200, 500, 1000],

'multi_class' : ['multinomial','ovr']

}

]

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('Best C:', best_clf_model.best_estimator_.get_params()['C'])

print('Best solver:', best_clf_model.best_estimator_.get_params()['solver'])

print('Best max_iter:', best_clf_model.best_estimator_.get_params()['max_iter'])

print('Best multi_class:',

best_clf_model.best_estimator_.get_params()['multi_class'])

clf_model = DecisionTreeClassifier()

param_grid = [

{'max_depth' : range(10,100,10),

"min_samples_split": range(1,10),

"min_samples_leaf": range(1,10)

}

]
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clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('Best max_depth:', best_clf_model.best_estimator_.get_params()['max_depth'])

print('Best min_samples_split:',

best_clf_model.best_estimator_.get_params()['min_samples_split'])

print('Best min_samples_leaf:',

best_clf_model.best_estimator_.get_params()['min_samples_leaf'])

clf_model = KNeighborsClassifier()

param_grid = [

{'leaf_size':range(1,50),

'N_neighbors': range(1,30),

"p": [1,2]

}

]

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('Best leaf_size:', best_clf_model.best_estimator_.get_params()['leaf_size'])

print('Best p:', best_clf_model.best_estimator_.get_params()['p'])

print('Best n_neighbors:',

best_clf_model.best_estimator_.get_params()['n_neighbors'])

clf_model = SVC()

param_grid = {'C': [0.1, 1, 10, 100, 1000],

'gamma': [1, 0.1, 0.01, 0.001, 0.0001]

}

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('C:', best_clf_model.best_estimator_.get_params()['C'])

print('Best gamma:', best_clf_model.best_estimator_.get_params()['gamma'])

clf_model = GradientBoostingClassifier()

param_grid = {

"n_estimators":[5,50,100,250,500],

"max_depth":[1,3,5,7,9],

"learning_rate":[0.01,0.1,1,10,100]
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}

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('n_estimators:', best_clf_model.best_estimator_.get_params()['n_estimators'])

print('Best max_depth:', best_clf_model.best_estimator_.get_params()['max_depth'])

print('Best learning_rate:',

best_clf.best_estimator_.get_params()['learning_rate'])

clf_model = RandomForestClassifier()

param_grid = {

'bootstrap': [True, False],

'max_depth': [10, 50, 100],

'min_samples_leaf': list(range(1,10)),

'min_samples_split': list(range(1,10)),

'n_estimators': [50, 100, 200, 500, 1000]

}

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('bootstrap:', best_clf_model.best_estimator_.get_params()['bootstrap'])

print('Best max_depth:', best_clf_model.best_estimator_.get_params()['max_depth'])

print('Best min_samples_leaf:',

best_clf_model.best_estimator_.get_params()['min_samples_leaf'])

print('Best min_samples_split:',

best_clf_model.best_estimator_.get_params()['min_samples_split'])

print('Best n_estimators:',

best_clf_model.best_estimator_.get_params()['n_estimators'])

clf_model = AdaBoostClassifier()

param_grid = {

'n_estimators': [5,50,100,200,500,1000],

'learning_rate': [0.01,0.1,1,10,100],

'algorithm': ['SAMME', 'SAMME.R']

}

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('n_estimators:', best_clf_model.best_estimator_.get_params()['n_estimators'])

print('Best learning_rate:',

199



best_clf_model.best_estimator_.get_params()['learning_rate'])

print('Best algorithm:', best_clf_model.best_estimator_.get_params()['algorithm'])

logModel = MultinomialNB()

param_grid = {

'alpha': [0,0.0001,0.001,0.01,0.1,1.0]

}

clf = GridSearchCV(logModel, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf = clf.fit(X_train,y_train)

print('alpha:', best_clf.best_estimator_.get_params()['alpha'])

clf_model = Perceptron()

param_grid = {

'alpha': [0,0.0001,0.001,0.01,0.1,1.0],

'max_iter' : [100, 500, 1000]

}

clf = GridSearchCV(clf_model, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf_model = clf.fit(X_train,y_train)

print('alpha:', best_clf_model.best_estimator_.get_params()['alpha'])

print('max_iter:', best_clf_model.best_estimator_.get_params()['max_iter'])

logModel = XGBClassifier()

param_grid = {

'min_child_weight': list(range(1,10)),

'gamma': [0.5, 1, 1.5, 2, 5],

'subsample': [0.6, 0.8, 1.0],

'colsample_bytree': [0.2, 0.4, 0.6, 0.8, 1.0],

'max_depth': list(range(1,10))

}

clf = GridSearchCV(logModel, param_grid = param_grid, cv = 3, verbose=True,

n_jobs=-1)

best_clf = clf.fit(X_train,y_train)

print('min_child_weight:',

best_clf.best_estimator_.get_params()['min_child_weight'])

print('gamma:', best_clf.best_estimator_.get_params()['gamma'])

print('subsample:', best_clf.best_estimator_.get_params()['subsample'])

print('colsample_bytree:',
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best_clf.best_estimator_.get_params()['colsample_bytree'])

print('max_depth:', best_clf.best_estimator_.get_params()['max_depth'])

def class_weight(labels_dict):

total = sum(labels_dict.values())

keys = labels_dict.keys()

weight = dict()

for i in keys:

weight[i] = total/(len(labels_dict)*labels_dict[i])

return weight

labels_dict = df['Dominant_Topic'].value_counts().to_dict()

weights = class_weight(labels_dict)

Εκπαίδευση και εκτύπωση μετρικών αξιολόγησης

classifiers_num = len(classifiers.keys())

from time import process_time

from sklearn.metrics import roc_auc_score

from sklearn.metrics import precision_score

from sklearn.metrics import confusion_matrix

from sklearn.metrics import recall_score

from sklearn.metrics import f1_score

from sklearn.metrics import classification_report

from sklearn.naive_bayes import MultinomialNB

from sklearn.linear_model import LogisticRegression

from sklearn.ensemble import RandomForestClassifier

from sklearn.ensemble import GradientBoostingClassifier

import lightgbm as lgb

from sklearn.neighbors import KNeighborsClassifier

from sklearn.linear_model import Perceptron

from xgboost import XGBClassifier

from sklearn.linear_model import RidgeClassifier

from sklearn.ensemble import AdaBoostClassifier

from sklearn.svm import SVC

from sklearn.tree import DecisionTreeClassifier

classifiers = {

"Logistic Regression": LogisticRegression(solver = 'saga',

class_weight='balanced', max_iter=500),

"Decision Tree": DecisionTreeClassifier(criterion = 'entropy',max_depth=70,

min_samples_split=5, class_weight=weights),
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"k-Nearest Neighbors": KNeighborsClassifier(leaf_size =30, n_neighbors=1,p=2),

"Linear SVM": SVC(C=1000, gamma=0.000001,kernel='rbf',class_weight=weights),

"Gradient Boosting Classifier": GradientBoostingClassifier(n_estimators=1000,

max_depth=3, learning_rate=0.1),

"Random Forest": RandomForestClassifier(bootstrap=False, max_features='auto',

min_samples_leaf=1, min_samples_split=5, n_estimators=1000, class_weight=weights),

'AdaBoost':

AdaBoostClassifier(n_estimators=20,learning_rate=1.0,algorithm='SAMME.R'),

'MNB': MultinomialNB(alpha=0.1),

'Perceptron': Perceptron(alpha=0.0, max_iter=10, class_weight=weights),

'xgboost':

XGBClassifier(min_child_weight=1,gamma=1,subsample=0.6,colsample_bytree=1,

max_depth=5)

}

def apply_classifiers(X_train, y_train, X_test, y_test, verbose = True):

df_results = pd.DataFrame(data=np.zeros(shape=(classifiers_num,7)), columns =

['Classifier','Training time', 'Training Accuracy', 'Validation Accuracy','Macro

Precision','Macro Recall','Macro F1 Score'])

count = 0

for key, classifier in classifiers.items():

t_start = process_time()

classifier.fit(X_train, y_train)

t_stop = process_time()

t_elapsed = t_stop - t_start

y_predicted = classifier.predict(X_test)

training_acccurary = classifier.score(X_train, y_train)

validation_accuracy = classifier.score(X_test, y_test)

macro_precision = precision_score(y_test, y_predicted, average='macro')

macro_recall = recall_score(y_test, y_predicted, average='macro')

macro_fscore = f1_score(y_test, y_predicted, average='macro')

conf_matrix = confusion_matrix(y_test, y_predicted)

print(conf_matrix)

report = classification_report(y_test, y_predicted)

df_results.loc[count,'Classifier'] = key

df_results.loc[count,'Training time'] = t_elapsed

df_results.loc[count,'Training Accuracy'] = training_acccurary

df_results.loc[count,'Validation Accuracy'] = validation_accuracy

df_results.loc[count, 'Macro Precision'] = macro_precision

df_results.loc[count, 'Macro Recall'] = macro_recall

df_results.loc[count, 'Macro F1 Score'] = macro_fscore

if verbose:
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print("trained {c} in {f:.2f} s".format(c=key, f=t_elapsed))

count+=1

return df_results

df_results = apply_classifiers(X_train, y_train, X_test, y_test)

pd.set_option("display.max_rows", None, "display.max_columns", None)

print(df_results.sort_values(by='Validation Accuracy', ascending=False))
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