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Περίληψη

Η µεταγραφή της µουσικής είναι ένα από τα κυριότερα ϑέµατα του τοµέα της Ανάκτη-
σης Μουσικής Πληροφορίας (Music Information Retrieval), µε τις εφαρµογές της να είναι
περιζήτητες, τόσο από επαγγελµατίες µουσικούς όσο και για την εκµάθηση µουσικής. Τα
τελευταία χρόνια η Μηχανική Μάθηση και τα Νευρωνικά ∆ίκτυα έχουν χρησιµοποιηθεί σε
µεγάλο ϐαθµό για την επίλυση τέτοιων προβληµάτων µε αυτόµατο τρόπο, µέσω της ανάπτυ-
ξης διαφόρων µοντέλων για τη µεταγραφή µουσικών κοµµατιών.

Σκοπός αυτής της διπλωµατικής εργασίας είναι η δηµιουργία και εξέταση µοντέλων µη-
χανικής µάθησης για τη µεταγραφή µουσικής κιθάρας, στην πλέον χρησιµοποιούµενη α-
ναπαράσταση της, την ταµπλατούρα. Η µεταγραφή της µουσικής έγκειται σε ϑεµελιώδες
επίπεδο στην αναγνώριση των χαρακτηριστικών κάθε νότας ενός κοµµατιού, τα κύρια από
τα οποία είναι η χρονική στιγµή έναρξης, το τονικό ύψος και η διάρκεια. Τα περισσότερα
υπάρχοντα συστήµατα µεταγραφής αποσκοπούν στην δηµιουργία παρτιτούρας, µια αναπα-
ϱάσταση που είναι σχεδόν καθολική για όλα τα µουσικά όργανα. Παρόλα αυτά, η κιθάρα
ως όργανο παρουσιάζει κάποιες ιδιαιτερότητες, η ϐασικότερη από τις οποίες είναι πως µία
νότα µπορεί να παιχτεί σε πολλά διαφορετικά σηµεία, το οποίο οδηγεί στην ανάπτυξη της
ταµπλατούρας, ένα συµβολικό τρόπο αναπαράστασης της µουσικής για την κιθάρα. Η κύρια
συνεισφορά της εργασίας είναι η ανάπτυξη ενός συστήµατος αναπαράστασης ώστε να υπάρξει
µια εύκολη µετατροπή υπάρχουσων αρχιτεκτονικών στην µεταγραφή σε παρτιτούρα, καθώς
και η ανάπτυξη νέων αρχιτεκτονικών που επιτελούν αυτό το σκοπό.

Η προσέγγιση µας ϐασίζεται αρχικά στην χρήση µιας νέας αναπαράστασης νοτών προ-
σαρµοσµένη στην κιθάρα. Στη συνέχεια αναπτύχθηκαν µε ϐάση υπάρχουσες αρχιτεκτονικές
νέα µοντέλα. Στο πρώτο είδος χρησιµοποιούµε απευθείας τη νέα αναπαράσταση, ενώ στο
δεύτερο είδος, προσπαθούµε να χρησιµοποιήσουµε υπάρχουσες αρχιτεκτονικές για µετα-
γραφή µουσικής και στη συνέχεια να γίνει η µετατροπή σε ταµπλατούρα.

Στα πειράµατα χρησιµοποιήθηκε ένα Dataset που είναι ϕτιαγµένο για µεταγραφή µου-
σικής κιθάρας, το GuitarSet. Μετά τα πειράµατα, συγκρίνουµε τα αποτελέσµατα των νευ-
ϱωνικών τόσο µεταξύ τους, όσο και µε την απόδοση ήδη υπάρχουσων δικτύων. Τέλος, πα-
ϱουσιάζουµε κάποιες µελλοντικές επεκτάσεις που µπορούν να εφαρµοστούν.

Λέξεις Κλειδιά

Ανάκτηση Μουσικής Πληροφορίας, Μεταγραφή Μουσικής Κιθάρας, Ταµπλατούρα, Βα-
ϑιά Μάθηση, Συνελικτιά Νευρωνικά ∆ίκτυα, Αναδροµικά Νευρωνικά ∆ίκτυα, Κιθάρα, Φα-
σµατογράφηµµα, Τεχνικές Οµαλοποίησης
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Abstract

Music transcription is one of the main tasks in the field of Music Information Retrieval,
with its applications being sought after, both by professional musicians and for teaching
music. During the recent years, Machine Learning and Neural Networks have been widely
used to solve such tasks automatically, by developing models for music transcription.

The main goal of this thesis is the development and examination of machine learning
models for guitar transcription, on its most widely used representation, tablature. Music
transcription at a fundamental level, boils down to the recognition of the basic characte-
ristics of each note in the track, the main ones being the note onset, pitch and duration.
Most existing transcription systems aim to create sheet music, a representation that is
almost universal for all musical instruments. However, the guitar shows some unique
qualities as an instrument, the most important one being the fact that a note can be
played several at several different positions, which leads to the development of tablature,
a representation geared towards guitar specifically. The main contributions of this thesis
is the development of a note representation which helps transform existing models to be
used in tablature transcription, and the development of new architectures which perform
this task.

Our approach is based on using a new note representation focused on the guitar.
Afterwards, we develop new models, based on existing architectures. The first kind of such
models uses the new representation immediately, while the second kind uses the existing
architectures to transcribe sheet music, and then translate the results into tablature.

During our experiments, we used a Dataset created for guitar transcription, GuitarSet.
After the experiments we compare the results between the different models, and also
compare their performance with existing transcription models. Finally, we present some
future extensions that could be applied.

Keywords

Music Information Retrieval, Guitar Music Transcription, Tablature, Deep Learning,
Convolutional Neural Networks, Recurrent Neural Networks, Guitar, Spectrogram, Regu-
larisation Methods
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Κεφάλαιο 1

Εισαγωγή

Η µεταγραφή µουσικής επιτελεί ένα ϑεµελιώδη σκοπό για όλη τη σταδιοδροµία ενός
µουσικού, από την ανάγκη για εκµάθηση ως την ανάγκη για επικοινωνία µε άλλους

µουσικούς. Η δηµοτικότητα της κιθάρας, τόσο από άποψη χρήσης στη δηµοφιλή µουσική,
όσο και σαν όργανο που διδάσκεται, οδηγεί σε µεγάλη Ϲήτηση µεταγραφής κοµµατιών.

Η αυτόµατη µεταγραφή µουσικής είναι ένα ϐασικό πρόβληµα της Ανάκτησης Μουσικής
Πληροφορίας (MIR), στο οποίο συνεχώς αναπτύσσονται νέες λύσεις. Το πρόβληµα έγκει-
ται στην εξαγωγή µιας συµβολικής αναπαράστασης της µουσικής από ένα µουσικό σήµα
εισόδου. Παραδοσιακά, αυτή η µετατροπή περιλαµβάνει σε µικρό ή µεγάλο ϐαθµό επεξερ-
γασία σήµατος, ενώ τα τελευταία χρόνια, η µηχανική µάθηση και τα νευρωνικά δίκτυα έχουν
ϐοηθήσει στην επίλυση προβληµάτων στα οποία η απλή επεξεργασία σήµατος δεν αρκεί.

1.1 Κίνητρο της Εργασίας

Πολλά συστήµατα µηχανικής µάθησης έχουν αναπτυχθεί µε σκοπό τη µεταγραφή µουσι-
κής, µε κάποια παραδείγµατα να αναφέρονται στα [1], [2], [3], τα οποία όµως επικεντρώνονται
συχνά στη µεταγραφή µουσικής είτε στις κατευθείαν σε νότες, είτε σε µορφή παρτιτούρας.
Παρόλα αυτά, αυτή δεν είναι η επιθυµητή αναπαράσταση σε πολλές περιπτώσεις, όπως για
την κιθάρα, όπου πολλοί κιθαρίστες, ιδιαίτερα οι αυτοδίδακτοι και µαθητευόµενοι, ϑεωρούν
πιο χρήσιµη την αναπαράσταση σε ταµπλατούρα. Οι λόγοι που αυτή η αναπαράσταση είναι
πιο επιθυµητή σε διάφορες περιπτώσεις ϑα αναλυθεί στη συνέχεια. Είναι χρήσιµο εποµένως,
να χρησιµοποιήσουµε τεχνικές και µεθόδους που έχει αποδειχθεί πως δίνουν ικανοποιητικά
αποτελέσµατα σε άλλου είδους µεταγραφές, ώστε να αναπτύξουµε ένα µοντέλο µεταγραφής
στοχευµένο για την κιθάρα.

1.2 Συνεισφορά

Στη διπλωµατική αυτή µελετάµε τη χρήση υπαρχουσών και νέων τεχνικών και µοντέλων
για την αυτόµατη µεταγραφή µουσικής κιθάρας σε ταµπλατούρα. Χρησιµοποιούµε µια ανα-
παράσταση που επιτρέπει την χρήση αυτή των ήδη υπαρχουσών µοντέλων. Χρησιµοποιούµε
το σύνολο δεδοµένων (Dataset) GuitarSet ([4], [5]), το οποίο είναι ϕτιαγµένο για αυτόν ακρι-
ϐώς το σκοπό. ∆οκιµάζουµε διάφορες νέες αρχιτεκτονικές και τεχνικές οµαλοποίησης και
συγκρίνουµε τα αποτελέσµατα µε τις υπάρχουσες µελέτες.
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1.3 Οργάνωση του τόµου

Στο Κεφάλαιο 2 δίνεται η απαραίτητη ϑεωρία που σχετίζεται µε τη µουσική και την επε-
ξεργασία ήχου. Αρχικά, παρουσιάζονται κάποιες ϐασικές έννοιες της ϑεωρίας της µουσικής,
κάποια χαρακτηριστικά της κιθάρας ως όργανο. Επιπλέον, παρουσιάζονται οι ϐασικοί τρόποι
µεταγραφής της µουσικής, όπως η παρτιτούρα, η ταµπλατούρα και η αναπαράσταση MIDI
(Musical Instrument Digital Interface). Στη συνέχεια, παρουσιάζονται κάποιες ϐασικές αρ-
χές της επεξεργασίας σήµατος που ϑα χρησιµοποιηθεί, όπως οι διάφοροι µετασχηµατισµοί
Fourier και το ϕασµατογράφηµα.

Στο Κεφάλαιο 3 παρουσιάζονται οι ϐασικές αρχές των νευρωνικών δικτύων και της µηχα-
νικής µάθησης. Περιγράφονται τα διάφορα ϑεµελιώδη δίκτυα που ϑα χρησιµοποιηθούν στις
αρχιτεκτονικές, όπως τα Συνελικτικά και τα Αναδροµικά δίκτυα. Επιπλέον, περιγράφονται
οι αλγόριθµοι εκπαίδευσης των δικτύων αυτών και το απαραίτητο ϑεωρητικό υπόβαθρο για
την κατανόηση της λειτουργίας τους.

Στο Κεφάλαιο 4 περιγράφεται ο σχεδιασµός των πειραµάτων που διεξήχθησαν κατά τη
διάρκεια της υλοποίησης της διπλωµατικής. Αναλύουµε αρχικά το σύνολο δεδοµένων και
την αναπαράσταση που χρησιµοποιείται για την εφαρµογή µας στην κιθάρα. Στη συνέχεια,
περιγράφονται οι διάφορες αρχιτεκτονικές δικτύων που δοκιµάστηκαν και η διαδικασία εκ-
παίδευσής τους. Τέλος, παρουσιάζονται κάποιες τεχνικές ϐελτιστοποίησης και µέθοδοι οµα-
λοποίησης.

Στο Κεφάλαιο 5 παρουσιάζεται η αξιολόγηση των µοντέλων µετά την εκπαίδευσή τους.
Αρχικά, ορίζονται οι µετρικές που χρησιµοποιήθηκαν για την µέτρηση της απόδοσης των
δικτύων. Στη συνέχεια, παρουσιάζονται αυτές οι µετρικές για το κάθε µοντέλο, όπως αυ-
τές προέκυψαν ύστερα από την εκπαίδευσή τους. Τέλος, παρουσιάζεται ένα παράδειγµα
πραγµατικής µεταγραφής από τα καλύτερα µοντέλα.
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Κεφάλαιο 2

Μουσική και Επεξεργασία ΄Ηχου

Στο κεφάλαιο αυτό ϑα εξετάσουµε κάποιες ϐασικές έννοιες που αφορούν τη µουσική και
τον ήχο. Συγκεκριµένα, ϑα εξετάσουµε κάποιες ϐασικές αρχές της ϑεωρίας της µου-

σικής, µε σκοπό να κατανοήσουµε τα προβλήµατα προς επίλυση. Επιπλέον, ϑα αναλυθούν
κάποια ϐασικά στοιχεία επεξεργασίας ήχου που χρειάζονται για την υλοποίηση των µοντέλων
και των πειραµάτων.

2.1 Μουσική

2.1.1 Θεωρία της Μουσικής

Η ϑεωρία της µουσικής αποσκοπεί στη µελέτη της τρόπου µε τον οποίο οι µουσικο-
ί εκτελούν και παράγουν µουσική, το οποίο µπορεί να περιλαµβάνει µεταξύ άλλων τονικά
συστήµατα, µεθόδους σύνθεσης, περιγραφή της µουσικής, µεταξύ άλλων. Τα ϐασικά χαρα-
κτηριστικά της µουσικής διαφέρουν ανάλογα µε τους διαφορετικούς ορισµούς που δίνονται,
αλλά µερικά από τα κύρια που αναφέρονται στα [6], [7] είναι το τονικό ύψος, ο ϱυθµός, οι
δυναµικές και το ηχόχρωµα.

Το τονικό ύψος είναι µια ϐασική ιδιότητα του ήχου, η οποία διαφοροποιεί τους ¨ψη-
λούς" και τους ¨χαµηλούς" ήχους. Βασίζεται στην αντίληψη των ανθρώπων της συχνότητας
ταλάντωσης ως ήχου. Παρόλο που έχουν άµεση σχέση, η συχνότητα και το τονικό ύψος
δεν είναι ταυτόσηµα, αφού το τονικό ύψος ϐασίζεται σε µεγάλο ϐαθµό στην αντίληψη του
ανθρώπου. Υψηλότερες συχνότητες ταλάντωσης αντιστοιχούν σε ϋψηλότερες¨ νότες.

Στη δυτική µουσική ϑεωρία, δίνονται ονόµατα σε επιλεγµένες συχνότητες, οι οποίες απο-
τελούν τις µουσικές νότες ή µουσικούς ϕθόγγους και αποτελούν το αλφάβητο της µουσικής
σύνθεσης. Οι νότες είναι οργανωµένες µε ϐάση τη ϕυσική ή χρωµατική κλίµακα, η οποία
αποτελείται από 12 νότες, µε ϐάση τη ϑεµελιώδη συχνότητά τους. Η απόσταση µεταξύ δύο
συνεχόµενων νοτών ονοµάζεται ηµιτόνιο, ενώ η απόσταση µεταξύ µιας νότας και της ίδιας
νότας διπλάσιας συχνότητας ονοµάζεται οκτάβα. Σύµφωνα µε το πιο διαδεδοµένο σύστηµα
κουρδίσµατος (12 tone equal temperament), η οκτάβα χωρίζεται σε 12 µέρη, τα οποία είναι
ίσα σε λογαριθµική κλίµακα. Τα ονόµατα των νοτών σε µια οκτάβα είναι τα ακόλουθα:

Λα (A) - Λα \(A\) - Σι (B) - Ντο (C) - Ντο \(C\) - Ρε (D) - Ρε \(D\) - Μι (E) - Φα (F) - Φα \(F\)
- Σολ (G) - Σολ \(G\)

Το σύµβολο \ονοµάζεται δίεση και υποδηλώνει την νότα ένα ηµιτόνιο πάνω από την
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αναφερόµενη. Αντίστοιχα το σύµβολο Zονοµάζεται ύφεση και δηλώνει τη νότα ένα ηµιτόνιο
χαµηλότερα. Μπορεί δυο διαφορετικοί τρόποι γραφής να αναφέρονται στην ίδια συχνότητα
(για παράδειγµα Λα \και Σι Z), στην οποία περίπτωση ονοµάζονται εναρµόνιοι ϕθόγγοι.

Το ύψος της οκτάβας αναπαρίσταται µε ένα αριθµό δίπλα στην αντίστοιχη νότα, το οποίο
υποδηλώνει την απόσταση από την αρχή των 88 νοτών ενός πιάνου. Για παράδειγµα η νότα
Α4, είναι η Λα στην 4ή οκτάβα. Με ϐάση αυτή τη νότα ορίζεται το σύστηµα 12-tone equal
temperament, συγκεκριµένα η νότα Α4 αντιστοιχεί στη ϑεµελιώδη συχνότητα 440 Hz.

Ο ϱυθµός αναφέρεται στην χρονική οργάνωση της µουσικής. Αυτό µπορεί να αφορά
το µέτρο του κοµµατιού, αλλά και τη διάρκεια των νοτών. Για τις εφαρµογές µουσικής
µεταγραφής, τα πιο χρήσιµα χαρακτηριστικά είναι η έναρξη (¨onset"), η λήξη (¨offset") και
η διάρκεια (¨duration") µιας νότας.

Το ηχόχρωµα (timbre) αφορά την ποιότητα ενός ήχου ενός οργάνου ή ϕωνής. Είναι το
χαρακτηριστικό που ξεχωρίζει τους ήχους από διαφορετικά όργανα, παρόλο που παράγουν
τον ίδιο τόνο και την ίδια ένταση. Για παράδειγµα, η ίδια νότα µπορεί να ακουστεί δια-
ϕορετική, αν παιχτεί σε ένα ϐιολί και σε µια κιθάρα. Ο κύριος λόγος που τα διαφορετικά
όργανα έχουν διαφορετικό ηχόχρωµα, είναι πως οι αρµονικές τους διαφέρουν, γεγονός που
αναλύεται στην αντίστοιχη ενότητα. Ο µουσικός µπορεί επίσης να επηρεάσει το ηχόχρωµα
του οργάνου µε τον τρόπο παιξίµατος, όπως για παράδειγµα το παίξιµο κιθάρας µε πένα ή
µε δάχτυλα.

Τέλος, η ένταση είναι ϐασικό χαρακτηριστικό του ήχου. Αναφέρεται στο πόσο δυνατά
γίνεται αντιληπτός ένας ήχος και µετριέται στην κλίµακα Decibel (dB).

2.1.2 Η κιθάρα

Η κιθάρα είναι ένα από τα πιο διάσηµα µουσικά όργανα, µε εφαρµογές σε πολλά είδη
µουσικής. Αποτελείται συνήθως από έξι χορδές (αν και υπάρχουν κιθάρες µε περισσότερες),
και 22 ¨τάστα", δηλαδή µεταλλικά ελάσµατα που τοποθετούνται στο µπράτσο της κιθάρας
και υποδεικνύουν τους τόνους που παράγονται αν πατηθούν οι χορδές σε αυτό το σηµείο.
Η απόσταση µεταξύ δύο συνεχόµενων τάστων είναι ένα ηµιτόνιο. Οι κιθάρες κουρδίζονται
παραδοσιακά ως εξής : Μι - Λα - Ρε - Σολ - Σι - Μι.

Ο ήχος της κιθάρας παράγεται είτε ακουστικά, µέσω του ηχείου στο κάτω µέρος της,
είτε ηλεκτρικά, χρησιµοποιώντας ¨µαγνήτες" για να µετατραπεί το σήµα από τις χορδές της
κιθάρας σε ηλεκτρικό, το οποίο στη συνέχεια ενισχύεται µέσω ενός ενισχυτή. Οι τόνοι της
κιθάρας παράγονται µέσω της ταλάντωσης των χορδών µεταξύ δύο σηµείων. Το ένα σηµείο
είναι σταθερό και είναι η γέφυρα της κιθάρας, το σηµείο δηλαδή στο οποίο ξεκινούν οι
χορδές, και το άλλο µεταβάλλεται καθώς ο οργανοπαίχτης πιέζει συγκεκριµένα τάστα στην
ταστιέρα.

Η κιθάρα, όπως και άλλα αναλογικά όργανα, δεν παράγουν έναν µόνο τόνο όταν πάλλεται
µία χορδή της. Αντιθέτως, παράγει ένα συνδυασµό συχνοτήτων, που αποτελείται από τη
ϑεµελιώδη συχνότητα και τις αρµονικές. Οι αρµονικές είναι συχνότητες που παράγονται
ταυτόχρονα µε τη ϑεµελιώδη συχνότητα και προσδίδουν το ηχόχρωµα στο κάθε όργανο,
καθώς έχουν διαφορετική ένταση σε διαφορετικά όργανα.

Με ϐάση τα δύο σταθερά σηµεία, όταν η χορδή πάλλεται, δηµιουργείται κατά µήκος
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της στάσιµο κύµα, µεταφέροντας την ενέργεια που δίνει ο οργανοπαίχτης χτυπώντας τη.
Το στάσιµο κύµα αυτό προκύπτει από την ανάκλαση στα δύο σταθερά σηµεία του αρχικο-
ύ κύµατος. Η προσθήκη αυτών των ανακλώµενων κυµάτων δηµιουργεί δεσµούς, δηλαδή
σηµεία τα οποία πάλλονται µε µέγιστο πλάτος και κοιλίες, σηµεία που δεν ταλαντώνονται.

Τα µήκη κύµατος των στάσιµων κυµάτων λαµβάνουν τιµές που ικανοποιούν τη σχέση
2.1.

λ =
2L

n
, n = 1, 2, . . . (2.1)

Οι συχνότητες των κυµάτων αυτών εξαρτώνται από την ταχύτητα µετάδοσης του κύµατος
v καθώς και το µήκος της χορδής L, και δίνονται από τη σχέση 2.2.

f =
v

λ
=

nv

2L
, n = 1, 2, . . . (2.2)

Η συχνότητα που προκύπτει για n = 1 αποτελεί τη ϑεµελιώδη συχνότητα της χορδής
ή την πρώτη αρµονική και έχει µήκος κύµατος όσο το διπλάσιο του µήκους της χορδής.
Στο σχήµα 2.1 ϕαίνονται σχηµατικά τα παραπάνω κύµατα, τα οποία παρατηρούµε πως
προκύπτουν προσθέτοντας επιπλέον ισαπέχουσες κοιλίες κατά µήκος της χορδής.

Σχήµα 2.1: Κυµατοµορφές των αρµονικών σε µια χορδή.

Η ένταση των διάφορων αρµονικών εξαρτάται από πολλούς παράγοντες και διαφέρει
από όργανο σε όργανο, προσδίδοντας σε αυτά τη χροιά τους. Παράγοντες όπως το υλικό
κατασκευής, το είδος των χορδών, ακόµα και το σηµείο όπου ο οργανοπαίχτης τραβά τη
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χορδή επηρεάζουν την ένταση των αρµονικών της κιθάρας. Στο σχήµα 2.2 ϕαίνεται το
ϕασµατογράφηµα µιας νότας παιγµένης στην κιθάρα, στο οποίο παρατηρούµε τις ξεκάθαρες
κορυφές οι οποίες αποτελούν τις συχνότητες των αρµονικών.

Σχήµα 2.2: Φασµατογράφηµα νότας χορδής κιθάρας.

Οι νότες που παράγονται στην κιθάρα ϕαίνονται στο σχήµα 2.3. ΄Ενα ϐασικό χαρακτηρι-
στικό της κιθάρας είναι το γεγονός ότι ο ίδιος τόνος µπορεί να παραχθεί από διαφορετικούς
συνδυασµούς χορδής και τάστου. Για παράδειγµα η νότα C3 µπορεί να παραχθεί από το
όγδοο τάστο της έκτης χορδής και από το τρίτο τάστο της πέµπτης χορδής. Αυτή η ασάφεια
µπορεί να οδηγήσει σε προβλήµατα στην µεταγραφή της µουσικής για κιθάρα, αφού µπορεί
να χαθεί πληροφορία σχετικά µε την ακριβή ϑέση της νότας.
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Σχήµα 2.3: Αντιστοιχία νοτών στα Τάστα της Κιθάρας

2.1.3 Μεταγραφή Μουσικής

Η µεταγραφή της µουσικής είναι η διαδικασία της εγγραφής µέσω ενός συστήµατος συµ-
ϐόλων ενός ήχου ή ενός µουσικού κοµµατιού. Υπάρχουν διάφορα είδη µεταγραφής, µερικά
από τα οποία περιορίζονται σε συγκεκριµένα όργανα, κάνοντας χρήση των ιδιαιτεροτήτων
τους µε σκοπό τον αποδοτικότερο τρόπο γραφής. Θα αναλύσουµε αρχικά τον πιο διαδεδο-
µένο σύστηµα µεταγραφής, την παρτιτούρα. Στη συνέχεια ϑα δούµε το σύστηµα µεταγραφής
που επικεντρώνεται στην κιθάρα, την παρτιτούρα, καθώς και το σύστηµα MIDI, το οποίο χρη-
σιµοποιείται εκτενώς για από τους υπολογιστές.

Η παρτιτούρα είναι ο πιο διάσηµη µέθοδος µεταγραφής µουσικής, και ϐρίσκει εφαρµογή
σε τεράστιο πλήθος οργάνων και ειδών µουσικής. Ο κύριος σκοπός της παρτιτούρας, είναι
να χρησιµοποιηθεί ως οδηγός ή µέσο για την εκτέλεση ενός µουσικού κοµµατιού. ΄Ενα
παράδειγµα παρτιτούρας ϕαίνεται στο σχήµα 2.4.

Σχήµα 2.4: Παρτιτούρα της κλίµακας ντο µατζόρε, C4 (261.63 Hz) έως C5 (523.25 Hz)

Για την κατανόηση της παρτιτούρας, απαιτείται γνώση του µουσικού συµβολισµού. Οι
νότες αναπαρίστανται σε ένα πλέγµα, το οποίο αποτελείται από πέντε παράλληλες γραµµές.
Η νότα µπορεί να ϐρίσκεται είτε πάνω σε µια γραµµή, είτε ανάµεσα σε δύο γραµµές (ϐοηθη-
τικές γραµµές προστίθενται αν το πεντάγραµµο δεν αρκεί). Η ϑέση της νότας ορίζει το τονικό
ύψος της. ΄Αλλα ϐασικά στοιχεία της παρτιτούρας αποτελούν τα ακόλουθα

• Κλειδί, το οποίο ορίζει ποια νότα αντιστοιχεί στο σηµείο το οποίο δείχνει. Για παράδειγ-
µα το κλειδί του Σολ, επισηµαίνει την νότα G4, ενώ το κλειδί του Φα, επισηµαίνει την
νότα F3. Με αυτό τον τρόπο µπορούν να µεταγραφούν όργανα µε διαφορετικό εύρος
συχνοτήτων.

• Ο οπλισµός (key signature) ορίζει την κλίµακα του κοµµατιού, αποτελείται από ένα
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σύνολο διέσεων ή υφέσεων και υποδεικνύει πως όλες οι εµφανίσεις της αντίστοιχης
νότας πρέπει να παίζονται µε την αντίστοιχη αλλοίωση (χωρίς να χρειαστεί να ξαναγρα-
ϕτεί).

• Τελευταίο χαρακτηριστικό είναι µετρικός οπλισµός που ορίζει πόσοι παλµοί ανήκουν
σε κάθε µέτρο. Η χρονική πληροφορία αναπαρίσταται στην οριζόντια κατεύθυνση, µε
διαφορετικά σχήµατα νοτών να υποδηλώνουν διαφορετικές διάρκειες.

Ο συµβολισµός αυτός, παρόλο που είναι σε πολύ µεγάλο ϐαθµό κοινός για όλα τα όρ-
γανα, δεν είναι απολύτως αντίστοιχος µε τη µορφή της κιθάρας. Αυτό οφείλεται κυρίως στο
γεγονός πως όταν ανεβαίνουµε µια νότα στο πεντάγραµµο, αυτό δεν αντιστοιχεί σε µετακίνη-
ση ενός τάστου, αφού πολλές νότες µπορούν να παιχτούν σε πολλά σηµεία στην κιθάρα.
Αυτό το ϑέµα ϑα εξεταστεί περαιτέρω, ενώ την ασάφεια λύνουν άλλα είδη συµβολισµού όπως
η ταµπλατούρα.

2.1.4 Ταµπλατούρα

Παρόλο που η παρτιτούρα περιγράφει το περιεχόµενο της µουσικής, δεν είναι ιδιαίτερα
ϐοηθητική στην εξήγηση του τρόπου παιξίµατος της µουσικής για κάποια όργανα. Η τα-
µπλατούρα είναι ένα είδος µουσικής σηµειογραφίας το οποίο επικεντρώνεται στα έγχορδα
όργανα. ∆ιαφέρει από την παρτιτούρα στο γεγονός ότι επικεντρώνεται στην αναπαράσταση
στην ταστιέρα του οργάνου των ϑέσεων στις οποίες πρέπει να τοποθετήσει ο παίχτης τα δάχτυ-
λά του, σε αντίθεση µε την παρτιτούρα, η οποία αναπαριστά το τονικό ύψος των νοτών. Στις
ταµπλατούρες, το τονικό ύψος εξάγεται έµµεσα. Οι ταµπλατούρες είναι ιδιαίτερα χρήσιµες
για την εκµάθηση καθώς και για την γρήγορη κατανόηση ενός κοµµατιού από τον εκτελεστή.

Σχήµα 2.5: Παράδειγµα ταµπλατούρας µε την αντίστοιχη παρτιτούρα

Η ταµπλατούρα αποτελείται από παράλληλες οριζόντιες γραµµές, κάθε µία από τις οποίες
αντιστοιχεί σε µία χορδή του οργάνου (στην περίπτωση της κιθάρας, υπάρχουν συνήθως έξι
χορδές). Το τάστο που πρέπει να παιχτεί σε κάθε χορδή ορίζεται από το αντίστοιχο νούµερο
στην οριζόντια γραµµή. Στη περίπτωση που δεν πρέπει να πατηθεί κάποιο τάστο (δηλαδή
ανοιχτή χορδή), συµβολίζεται µε το 0. Υπάρχει πλήθος άλλων συµβολισµών, µερικοί εκ των
οποίων µεταφέρονται άµεσα από τις ταµπλατούρες, καθώς και συµβολισµοί που αποδίδουν
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συγκεκριµένες τεχνικές του οργάνου. Για την αναπαράσταση ϱυθµού χρησιµοποιείται είτε
ξεχωριστός συµβολισµός, είτε εµφανίζεται η ταµπλατούρα σε συνδυασµό µε την αντίστοιχη
παρτιτούρα, όπως ϕαίνεται στο σχήµα 2.5.

Στην απλούστερη µορφή τους, οι ταµπλατούρες δεν αναπαριστούν πληροφορία για τον
ϱυθµό ενός κοµµατιού. Παρά το υστέρηµά τους αυτό, οδηγεί σε ένα µεγάλο πλεονέκτηµα, τον
εύκολο τρόπο αναπαράστασής τους. Ενώ οι παρτιτούρες απαιτούν γνώση πολύπλοκων προ-
γραµµάτων για τη δηµιουργία τους, οι ταµπλατούρες µπορούν να αναπαρασταθούν ως απλό
κείµενο ASCII, γεγονός το οποίο οδηγεί στη ευρεία χρήση τους σε σελίδες του διαδικτύου.

Σχήµα 2.6: Παράδειγµα ταµπλατούρας σε µορφή ASCII

2.1.5 Αναπαράσταση MIDI

Τόσο οι ταµπλατούρες, όσο και οι παρτιτούρες χρησιµοποιούνταν από τα χρόνια του
µεσαίωνα για την καταγραφή της µουσικής. Παρόλα αυτά, η αναπαράστασή τους δεν είναι
άµεσα κατανοητή από τους υπολογιστές. Το πρωτόκολλο MIDI (Musical Instrument Digital
Interface) είναι ένα πρωτόκολλο επικοινωνίας µεταξύ ηλεκτρονικών µουσικών οργάνων και
του υπολογιστή. Μέσω αυτού δεν µεταδίδεται ηχητικό σήµα, αλλά πληροφορίες για το τονικό
ύψος και την ένταση των νοτών, εποµένως είναι πολύ χρήσιµο στην µεταγραφή µουσικής και
την ηλεκτρονική αναπαράστασή της.

Το πρωτόκολλο MIDI είναι ιδιαίτερο εκτενές, αλλά το τµήµα που µας ενδιαφέρει είναι η
αναπαράσταση των νοτών σε αυτό. Οι νότες αναπαρίστανται µε διαφορά ηµιτονίου, µε έναν
ακέραιο αριθµό 8 bit στο διάστηµα 0 έως 127. Η αντιστοίχηση ξεκινάει από τη νότα C0
συχνότητας 8.18 Hz, έως τη νότα G9 στα 12543 Hz. Η αντιστοίχηση των νοτών αυτών στη
κιθάρα µπορεί να γίνει εύκολα και ϕαίνεται στο σχήµα 2.7.

Σχήµα 2.7: Οι τιµές MIDI στην ταστιέρα της κιθάρας

Οι εικόνες 2.2 και 2.7 παρουσιάζουν και το πρόβληµα που αναφέρθηκε σχετικά µε τη
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µεταγραφή σε ταµπλατούρα, πως δηλαδή ο ίδιος τόνος µπορεί να παιχτεί σε διαφορετικά
τάστα στην κιθάρα. Συγκεκριµένα για µια κιθάρα µε 6 χορδές και 24 τάστα, στον πίνακα
2.1 ϕαίνονται οι διαφορετικές αυτές ϑέσεις.

∆ιάστηµα E A D G B e

E3 - G \3 +
A3 - C \4 + +
D4 - F \4 + + +
G4 - A \4 + + + +
B4 - D \5 + + + + +
E5 - E 5 + + + + + +
F 5 - A 5 + + + + +
A \5 - D 6 + + + +
D \6 - G 6 + + +
G \6 - B 6 + +
C \7 - E 7 +

Πίνακας 2.1: Πιθανές ϑέσεις νοτών σε κιθάρα µε 6 χορδές και 24 τάστα.

2.2 Επεξεργασία σήµατος

2.2.1 Αναπαράσταση του ήχου

Ο ήχος προκύπτει σαν µεταβολές της πίεσης του αέρα στα τύµπανα του αυτιού. Αυτό ακρι-
ϐώς καταγράφει και ένα µικρόφωνο ή οποιαδήποτε άλλη αναλογική συσκευή ηχογράφησης.
Παρόλα αυτά, οι υπολογιστές χρειάζονται µια ψηφιοποιηµένη µορφή αυτής της αναπαράστα-
σης ώστε να εκτελέσουµε την επιθυµητή επεξεργασία σήµατος. Αυτό επιτυγχάνεται µέσω της
δειγµατοληψίας και της κβαντοποίησης της αναλογικής εξόδου του µικροφώνου. ∆ύο ϐασικά
χαρακτηριστικά των ψηφιακών σηµάτων είναι η συχνότητα δειγµατοληψίας και το bit-depth.

Η συχνότητα δειγµατοληψίας ορίζει το πόσο συχνά λαµβάνονται τα δείγµατα από την
είσοδο, µε πιο συχνή συχνότητα δειγµατοληψίας να είναι τα 44.1 kHz (44.100 δείγµατα ανά
δευτερόλεπτα).

Το bit-depth ορίζει το πλήθος των bit που χρησιµοποιούνται για την αναπαράσταση των
τιµών του ψηφιακού σήµατος. ΄Οσο περισσότερα bits χρησιµοποιούνται, τόσο πιο ακριβής
είναι η αναπαράσταση. Αυξάνοντας το πλήθος των bits αυξάνεται και το εύρος δυναµικών,
το οποίο όπως αναφέρθηκε µετριέται σε decibels (dB). Τα πιο διαδεδοµένα bit-depth είναι
16-bit και 24-bit.

Παρόλο που είναι απλή, η αναπαράσταση των σηµάτων στο πεδίο του χρόνου δεν είναι
πάντα επιθυµητή και αποδοτική υπολογιστικά. Μια ιδιαίτερα χρήσιµη αναπαράσταση είναι
η αναπαράσταση στο πεδίο της συχνότητας. Με χρήση κατάλληλων µετασχηµατισµών, µπο-
ϱούµε να λάβουµε το ϕασµατικό περιεχόµενο ενός ηχητικού σήµατος, δηλαδή τις συχνότητες
οι οποίες περιέχονται σε αυτό. Η αναπαράσταση αυτή είναι χρήσιµη επειδή έχει χαρακτη-
ϱιστικά εικόνας, εποµένως µπορεί να δοθεί ως είσοδος σε ένα συνελικτικό νευρωνικό δίκτυο
και να λάβουµε πολύ καλά αποτελέσµατα.
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2.2.2 Μετασχηµατισµός Fourier (DFT - FFT)

Σχήµα 2.8: Κυµατοµορφή χορδής κιθάρας.

2.2.2 Μετασχηµατισµός Fourier (DFT - FFT)

Μέσω του διακριτού µετασχηµατισµού Fourier (Discrete Fourier Transform - DFT), µπο-
ϱούµε να µετατρέψουµε µια ακολουθία δειγµάτων στον χρόνο, σε µία ακολουθία δειγµάτων
στο πεδίο της συχνότητας. Μπορούµε να αναπαραστήσουµε ένα συνεχές σήµα x(t) ως δια-
κριτό σήµα Ν δειγµάτων ως x[n] = x(n), n = 0, ..., N − 1.

Ο διακριτός µετασχηµατισµός Fourier δίνεται από τη σχέση 2.3

X [k] =
N−1∑
n=0

x[n]e−j2πkn/N

=

N−1∑
n=0

x[n]
[
cos

(2π

N
kn

)
− j sin

(2π

N
kn

)] (2.3)

Στη σχέση 2.3, το αποτέλεσµα X [k] είναι το ϕασµατικό περιεχόµενο του σήµατος εισόδου,
δηλαδή οι συχνότητες οι οποίες περιέχονται σε αυτό. Η συνάρτηση αυτή είναι µιγαδική,
οπότε µπορεί να αναπαρασταθεί σε πολικές συντεταγµένες µέτρου και ϕάσης (γενικότερα
ενδιαφερόµαστε για το µέτρο, που µας δείχνει τις συχνότητες του σήµατος). ΄Ενα παράδειγµα
µετασχηµατισµού DFT για µια νότα σε ένα όργανο ϕαίνεται στο σχήµα 2.9.

Ο µετασχηµατισµός DFT είναι αναστρέψιµος, και µπορούµε να λάβουµε το αρχικό σήµα
από το ϕάσµα µέσω του αντίστροφου µετασχηµατισµού DFT (Inverse DFT - IDFT) που πα-
ϱουσιάζεται στη σχέση 2.4.

x[n] =
1
N

N−1∑
n=0

X [k]e−j2πkn/N (2.4)

Ο υπολογισµός του DFT είναι συχνά πολύ υπολογιστικά απαιτητικός, µε τις απλές υλο-
ποιήσεις να έχουν πολυπλοκότητα O(N2), το οποίο δεν είναι πρακτικό για µεγάλο πλήθος
εφαρµογών. Τη λύση σε αυτό το πρόβληµα δίνει ο αλγόριθµος Fast Fourier Transform (FFT),
ο οποίος υπό περιορισµούς µπορεί να υπολογίσει το DFT µε πολυπλοκότητα O(N log n) πε-
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Σχήµα 2.9: Μετασχηµατισµός DFT σε µια νότα ϕλάουτου.

τυχαίνοντας σηµαντική ϐελτίωση από τον απλό DFT.

Υπάρχουν διάφορες υλοποιήσεις του Fast Fourier Transform, αλλά η πιο διαδεδοµένη
είναι ο αλγόριθµος Cooley–Tukey FFT. Για την υλοποίηση αυτού του αλγορίθµου, γίνεται
η υπόθεση πως τα δείγµατα του σήµατος εισόδου Ν είναι δυνάµεις του 2. Η ϐασική ιδέα
του αλγορίθµου ϐασίζεται στη τεχνική ¨διαίρει και ϐασίλευε¨, όπου λαµβάνοντας υπόψιν
συµµετρίες του σήµατος, σπάµε τον αρχικό υπολογισµό DFT Ν δειγµάτων, στον υπολογισµό
δύο ξεχωριστών DFT N/2 δειγµάτων. Η υλοποίηση ϕαίνεται σχηµατικά στο σχήµα 2.10.
Εφαρµόζοντας αναδροµικά τη διαίρεση αυτή, επιτυγχάνεται η πολυπλοκότητα O(N log n).

2.2.3 Γραµµικό Φασµατογράφηµα - Short-time Fourier Transform

Μέχρι στιγµής ασχοληθήκαµε µε τρόπους υπολογισµού ϕασµατικού περιεχοµένου ση-
µάτων τα οποία δεν αλλάζουν στο χρόνο. Τα πραγµατικά σήµατα όµως δεν είναι τέτοια, και δε
µπορούν να αναπαρασταθούν µε ένα µόνο ϕάσµα συχνοτήτων. Για την αναπαράσταση του
ϕάσµατος πραγµατικών σηµάτων χρησιµοποιείται ο µετασχηµατισµός Short-time Fourier
Transform (STFT). Ο µετασχηµατισµός αυτός διαιρεί το σήµα σε µικρότερα τµήµατα και
υπολογίζει το µετασχηµατισµό Fourier στο καθένα από αυτά. Ο µετασχηµατισµός STFT ενός
διακριτού σήµατος x[n] υπολογίζεται µε ϐάση τη σχέση 2.5.

Xl[k] =
N/2−1∑

n=−N/2

w[n]x[n + lH]e−j2πkn/N (2.5)

Στη σχέση 2.5, k είναι οι ¨κάδοι συχνοτήτων¨ (frequency bins), δηλαδή οι διακριτές
συχνότητες οι οποίες υπολογίζονται κατά τον µετασχηµατισµό, Η το µέγεθος του άλµατος
(hop size) µεταξύ των διαδοχικών µετασχηµατισµών Fourier. Τα frequency bins µπορούν να
αντιστοιχιστούν σε πραγµατικές συχνότητες µε ϐάση το ϱυθµό δειγµατοληψίας fs µε ϐάση
τη σχέση 2.6.
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2.2.4 Φασµατογράφηµα Λογαριθµικής Κλίµακας

Σχήµα 2.10: Παράδειγµα χρήσης συµµετριών για απλοποίηση υπολογισµών στον αλγόριθµο
Cooley–Tukey FFT.

f (k) = k
fs
N

(2.6)

Ο όρος w[n] αφορά µια συνάρτηση παραθύρου (window function). Οι συναρτήσεις πα-
ϱαθύρου είναι συναρτήσεις οι οποίες έχουν µηδενικές τιµές σε όλο το εύρος τους εκτός από
ένα διάστηµα, συνήθως κεντραρισµένο στην αρχή των αξόνων και συµµετρικό, και χρησιµο-
ποιείται για να αποσπάσουµε οµαλά τα τµήµατα της εισόδου που ϑα γίνει ο µετασχηµατισµός
Fourier. Συχνά χρησιµοποιούµενες συναρτήσεις παραθύρου είναι οι blackman, hamming,
hanning. Κάθε

Από τον µετασχηµατισµό αυτό προκύπτει το Φασµατογράφηµα (Spectrogram) ενός σήµα-
τος, το οποίο αποτελεί τη γραφική αναπαράσταση του τετραγώνου του πλάτους του STFT.
Μέσω αυτού, µπορούµε να δούµε πως οι συχνότητες του σήµατος αλλάζουν κατά τη διάρκεια
του χρόνου. ΄Ενα παράδειγµα ϕασµατογραφηµατος ϕαίνεται στην εικόνα 2.11.

2.2.4 Φασµατογράφηµα Λογαριθµικής Κλίµακας

Η κλίµακα του ϕασµατογραφήµατος δε χρειάζεται απαραίτητα να είναι γραµµική. ∆ι-
άφορες έρευνες ([8], [9]) έχουν δείξει πως οι άνθρωποι αντιλαµβάνονται τις διαφορετικές
συχνότητες όχι µε γραµµικό, αλλά µε λογαριθµικό τρόπο. Για παράδειγµα, µπορούµε να α-
ντιληφθούµε εύκολα διαφορές µεταξύ 500 Hz και 600 Hz, αλλά δύσκολα αντιλαµβανόµαστε
τη διαφορά µεταξύ 10.000 Hz και 10.100 Hz. Λόγω αυτού, είναι χρήσιµο να χρησιµοποιούµε
λογαριθµικές κλίµακες για την αναπαράσταση του ϕασµατογραφηµατος.

Η ϐασική ιδέα της χρήσης λογαριθµικής κλίµακας στη µουσική, αφορά στον τρόπο που
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Σχήµα 2.11: Γραµµικό Φασµατογράφηµα σύντοµης µελωδίας πιάνου.

ορίζονται οι νότες στο 12-tone equal temperament. Συγκεκριµένα, µε ϐάση τη νότα A4, η
οποία αποτελεί τη MIDI νότα p = 69 στα 440Hz, οι κεντρικές συχνότητες των υπόλοιπων
νοτών ορίζονται από τη σχέση 2.7.

Fpitch(p) = 2(p−69)/12 ∗ 440 (2.7)

Σχήµα 2.12: Γραµµικό Φασµατογράφηµα χρωµατικής κλίµακας παιγµένης στο πιάνο.

Στην εικόνα 2.12 ϕαίνεται το γραµµικό ϕασµατογράφηµα συνεχόµενων νοτών της χρω-
µατικής κλίµακας παιγµένες σε πιάνο (δηλαδή νότες µε διαφορά ηµιτονίου). Στο ϕασµα-
τογράφηµα αυτό ϕαίνεται ξεκάθαρα η εκθετική εξάρτηση των ϑεµελιωδών συχνοτήτων των
νοτών. Για να αποκτήσουµε αυτή την αναπαράσταση στον άξονα της συχνότητας, αναθέτου-
µε σε κάθε τιµή Xl[k] τον τόνο που είναι πλησιέστερα στη πραγµατική συχνότητα f(k) της
σχέσης 2.6 που αντιστοιχεί κάποιου bin. Συγκεκριµένα, για κάθε τόνο p ∈ [0, 127] ορίζουµε
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2.2.5 Φασµατογράφηµα Mel

το σύνολο P(p) µε ϐάση τη σχέση 2.8.

P(p) B {k : Fpitch(p − 0.5) ≤ f (k) ≤ Fpitch(p + 0.5)} (2.8)

Το εύρος συχνοτήτων αυτό είναι λογαριθµικό, ενώ µπορούµε να ορίσουµε το εύρος Ϲώνης
BW (p) για κάθε τόνο µε ϐάση τη σχέση 2.9. Το εύρος Ϲώνης µεγαλώνει όσο αυξάνονται οι
συχνότητες (συγκεκριµένα διπλασιάζεται καθώς ανεβαίνουµε µία οκτάβα).

BW (p) = Fpitch(p + 0.5) − Fpitch(p − 0.5) (2.9)

Με ϐάση αυτό το σύνολο bins µπορούµε να ορίσουµε το Log-Frequency Spectrogram µε
ϐάση τη σχέση 2.10.

spec(l, p) =
∑

k∈P(p)

|Xl(k)|2 (2.10)

Το αντίστοιχο ϕασµατογράφηµα που προκύπτει για το αρχείο ήχου µε νότες µε διαφορά
ηµιτονίου ϕαίνεται στο σχήµα 2.13, στο οποίο ϐλέπουµε τη γραµµική σχέση µεταξύ των
τόνων. Με τη ϐοήθεια των λογαριθµικών ϕασµατογραφηµάτων είναι πιο εύκολη η κατανόηση
των αρµονικών χαρακτηριστικών των ηχητικών σηµάτων, αφού η εικόνα είναι πιο ξεκάθαρη
και δεν υπάρχει µεγάλος συνωστισµός στις χαµηλές συχνότητες.

Σχήµα 2.13: Λογαριθµικό Φασµατογράφηµα χρωµατικής κλίµακας παιγµένης στο πιάνο.

2.2.5 Φασµατογράφηµα Mel

΄Οπως αναφέρθηκε στην προηγούµενη ενότητα, οι άνθρωποι δεν αντιλαµβάνονται τα το-
νικά ύψη των νοτών µε γραµµικό τρόπο. Παρόλο που η λογαριθµική προσέγγιση είναι
καλύτερη, δεν είναι και η µοναδική. Στη δηµοσίευση [9], οι Stevens, Volkmann, και New-
mann προτείνουν µια κλίµακα που ϐασίζεται στη διαίσθηση των ανθρώπων, στην οποία ίσες
αποστάσεις ακούγονται ίσες στους ακροατές, η οποία ονοµάζεται κλίµακα Mel. Η αντιστοιχία
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µε τις πραγµατικές συχνότητες γίνεται ορίζοντας την διαισθητική συχνότητα 1000 mels στη
συχνότητα των 1000 Hz. Η κλίµακα που προτάθηκε στο [9] ϕαίνεται στο σχήµα 2.14.

Σχήµα 2.14: Η κλίµακα mel.

∆εν υπάρχει µόνο µία κλίµακα mel, αλλά ένας γενικά αποδεκτός τρόπος µετατροπής από
mel σε Hz γίνεται µε τη σχέση 2.11.

m = 2595 log10

(
1 +

f

700

)
(2.11)

Στην εικόνα 2.15 ϕαίνεται η σύγκριση µεταξύ των τριών ϕασµατογραφηµάτων (Mel, Log,
Linear) για το ίδιο ηχητικό σήµα. Παρατηρούµε πως υπάρχει καλύτερη ανάλυση στις χα-
µηλές συχνότητες, χωρίς αυτές να λαµβάνουν πολύ µεγάλο κοµµάτι του ϕασµατογράµµατος
όπως στην περίπτωση του λογαριθµικού ϕασµατογράµµατος. ΄Εχει παρατηρηθεί ότι η χρήση
των ϕασµατογραφηµάτων Mel οδηγεί σε καλύτερη απόδοση των συνελικτικών δικτύων [8],
οπότε αυτά ϑα χρησιµοποιηθούν στις υλοποιήσεις.
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2.2.5 Φασµατογράφηµα Mel

Σχήµα 2.15: Σύγκριση ϕασµατογραφηµάτων Mel, Log, Linear για την ίδια ηχητική είσοδο.
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Κεφάλαιο 3

Μηχανική Μάθηση - Νευρωνικά ∆ίκτυα

Στο κεφάλαιο αυτό ϑα εξετάσουµε κάποιες ϐασικές έννοιες της µηχανικής µάθησης,
καθώς και των νευρωνικών δικτύων. Η υλοποίηση των µοντέλων απαιτεί τη χρήση

συγκεκριµένων δοµών δικτύων, οπότε είναι χρήσιµο να γνωρίζουµε τις ϐασικές αρχές λει-
τουργίας τους.

3.1 Ιστορική Αναδροµή

Η ανάπτυξη των νευρωνικών δικτύων ϐασίστηκε στην µοντελοποίηση του τρόπου µε τον
οποίο ο ανθρώπινος εγκέφαλος εκτελεί υπολογισµούς. Το 1943 ο νευροφυσιολόγος Warren
McCulloch µαζί µε τον µαθηµατικό Walter Pitts µοντελοποίησαν το µε ένα απλό ηλεκτρικό
κύκλωµα την παραπάνω ιδέα. Το 1949, στο ϐιβλίο του ¨The Organization of Behaviour¨,
ο Donald Hebb έδειξε πως οι διαδροµές µεταξύ των νευρώνων ενισχύονται κάθε ϕορά που
αυτοί χρησιµοποιούνται, το οποίο αποτελεί ϑεµέλιο της ανθρώπινης µάθησης.

Με την αύξηση της υπολογιστικής δύναµης την δεκαετία του 1950, ξεκίνησαν τα πρώτα
ϐήµατα στην υλοποίηση νευρωνικών δικτύων. Το 1958, προτάθηκε από τον ψυχολόγο Frank
Rosenblatt η ιδέα του Perceptron. Το 1959, οι ερευνητές του Stanford Bernard Widrow
και Marcian Hoff, ανέπτυξαν τα πρώτα νευρωνικά δίκτυα που εφαρµόσθηκαν στην επίλυση
πραγµατικών προβληµάτων. Τα συστήµατα αυτά ονοµάστηκαν ADALINE και MADALINE και
χρησιµοποιούνται ακόµα και σήµερα για την αποµάκρυνση ϑορύβου από τις τηλεφωνικές
γραµµές.

Παρόλο το ϑεωρητικό υπόβαθρο, η τεχνολογία της εποχής δεν επέτρεψε σε περαιτέρω
ανάπτυξη νευρωνικών δικτύων, κυρίως λόγω του µεγάλου υπολογιστικού όγκου. Αυτό είχε
ως αποτέλεσµα τη δεκαετία του 1960 και του 1970, η πρόοδος στον τοµέα των νευρωνικών
δικτύων να µείνει στάσιµη. Σηµαντικό αντίκτυπο είχε και η δηµοσίευση ¨Perceptrons" από
τον Marvin Minsky, η οποία ανέδειξε διάφορα προβλήµατα στην πρακτική υλοποίηση ενός
νευρωνικού δικτύου εκείνη την εποχή, οδηγώντας σε ακόµα µικρότερο ενδιαφέρον σε αυτά.
Παρόλα αυτά, το πρώτο πολυεπίπεδο δίκτυο αναπτύχθηκε το 1975.

Την κατάσταση αυτή διατάραξε η ανάπτυξη του δικτύου ¨Hopfield Net" το 1982 από τον
John Hopfield. Παράλληλα µε αυτό, η Ιαπωνία ανακοίνωση την ίδια χρονιά πως ϑα προ-
χωρήσει στην ανάπτυξη νέων νευρωνικών δικτύων, προσδίδοντας αναζωογόνηση στον κλάδο.
΄Ενα από τα σηµαντικότερα ϐήµατα στην ιστορία των νευρωνικών δικτύων, ήταν η εφαρµο-
γή των αλγορίθµων backpropagation και gradient descent στην διαδικασία εκµάθησης το
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1985, τους οποίους ϑα εξετάσουµε στη συνέχεια. Με αυτό τον τρόπο, τα νευρωνικά δίκτυα
εφαρµόζονται σε τεράστιο πλήθος εφαρµογών µέχρι και σήµερα.

3.2 Feedforward Neural Networks

Οι δύο µεγάλες κατηγορίες νευρωνικών δικτύων είναι τα δίκτυα πρόσθιας τροφοδότησης
(feedforward) και τα αναδροµικά δίκτυα. Θα ξεκινήσουµε εξετάζοντας την πρώτη κατηγορία,
αφού ήταν και η πρώτη που αναπτύχθηκε ιστορικά. Στα feedforward δίκτυα, η πληροφορία
µεταβιβάζεται προς µία κατεύθυνση και δεν υπάρχουν κύκλοι στις συνδέσεις των νευρώνων.

3.2.1 ∆ίκτυο Single-layer Perceptron

Τα τεχνητά νευρωνικά δίκτυα είναι υπολογιστικά µοντέλα, τα οποία ϐασίζονται στη λει-
τουργία των νευρώνων στον ανθρώπινο εγκέφαλο. Αποτελούνται από διασυνδεδεµένους νευ-
ϱώνες, οι οποίοι ¨µαθαίνουν" µέσω των δεδοµένων εισόδου και εξόδου, χωρίς να απαιτείται
περαιτέρω προγραµµατισµός.

Το πιο απλό παράδειγµα νευρωνικού δικτύου είναι ο απλός νευρώνας, του οποίου η
αρχιτεκτονική ϕαίνεται στο σχήµα 3.1.

Σχήµα 3.1: Αρχιτεκτονική δικτύου Perceptron

Αποτελείται από τις εισόδους, ένα n-διάστατο διάνυσµα x, το οποίο στη συνέχεια πολλα-
πλασιάζεται (εσωτερικό γινόµενο) µε ένα n-διάστατο διάνυσµα w, το διάνυσµα των ϐαρών,
ενώ προσθέτουµε στο άθροισµα αυτών την πόλωση (bias) b. Η τελική έξοδος του νευρώνα
προκύπτει περνώντας το προηγούµενο αποτέλεσµα µέσα από µια συνάρτηση ενεργοποίησης
ϕ. Συνολικά, η έξοδος του νευρωνικού δίνεται από την σχέση 3.1

y = φ

 n∑
i=1

xi ∗wi + b

 (3.1)

3.2.2 ∆ίκτυο Multi-layer Perceptron

Παρά την απλή αρχιτεκτονική του, το Single-layer Perceptron έχει περιορισµένες εφαρ-
µογές, αφού έχει τη δυνατότητα να αναγνωρίσει µόνο γραµµικά διαχωρίσιµα προβλήµατα.
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3.2.3 Αλγόριθµος (Βackpropagation)

΄Οπως ενέδειξε ο Marvin Minsky στη δηµοσίευση ¨Perceptrons", το Single-layer Perceptron
δεν µπορεί να αναγνωρίσει τη συνάρτηση ¨XOR¨. Τη λύση σε τέτοια προβλήµατα δίνουν τα
πολυεπίπεδα Perceptrons (MLPs).

΄Ενα MLP αποτελείται από τουλάχιστον τρία επίπεδα κόµβων: ένα επίπεδο εισόδου, ένα
ή περισσότερα κρυφά επίπεδα και ένα επίπεδο εξόδου. Τα ενδιάµεσα επίπεδα είναι αυτά
που επιτελούν τις µη γραµµικές απεικονίσεις των δεδοµένων.

Σχήµα 3.2: Αρχιτεκτονική δικτύου MLP

Η ϱοή της πληροφορίας από το επίπεδο i στο επίπεδο i+1 περιγράφεται από τη σχέση
3.2.

yyy(i+1) = φ(i)
(
WWW ∗ yyy(i) + bbb

)
(3.2)

Στην σχέση 3.2, yyy(i) είναι η έξοδος του i-οστού επιπέδου, yyy(i+1) είναι η έξοδος του i+1
επιπέδου, WWW ο πίνακας των ϐαρών και φ(i) η συνάρτηση ενεργοποίησης.

3.2.3 Αλγόριθµος (Βackpropagation)

Ο αλγόριθµος backpropagation αποτελεί ένα ϑεµελιώδη τρόπο µε τον οποίο εκτελείται
η επιβλεπόµενη µάθηση στα perceptron. Βασίζεται στον κανόνα της αλυσίδας, προσαρµόζει
τα ϐάρη στις συνδέσεις των νευρώνων, ξεκινώντας από την έξοδο, µε κατεύθυνση προς το
επίπεδο εισόδου. ΄Οπως αναφέρθηκε, σε ένα επίπεδο j του νευρωνικού δικτύου, το σήµα που
εµφανίζεται στην έξοδο του νευρώνα κατά την επανάληψη n ορίζεται από τη σχέση 3.3

yj(n) = φj

(
vj(n)

)
= φj

 m∑
i=0

wji(n)yi(n)

 (3.3)

Ο αλγόριθµος backpropagation ϐασίζεται στην εφαρµογή διόρθωσης ∆wji(n) στο ϐάρος
της σύνδεσης wji , ανάλογο µε τη µερική παράγωγο του σφάλµατος στον νευρώνα ∂C(n)/∂wji(n),
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το οποίο αποτελεί και το συντελεστή ευαισθησίας. Εφαρµόζοντας τον κανόνα της αλυσίδας,
αυτό µπορεί να εκφραστεί ως

∂C(n)
∂wji(n)

=
∂Cj(n)
∂ej(n)

∂ej(n)
∂yi(n)

∂yi(n)
∂vj(n)

∂vj(n)
∂wji(n)

(3.4)

Το σήµα σφάλµατος ej(n) που παράγεται στην έξοδο του νευρώνα j εκφράζει τη διαφορά της
εξόδου του νευρώνα yj(n) από την επιθυµητή τιµή dj(n), εποµένως

ej(n) = dj(n) − yj(n)
∂ej(n)
∂yi(n)

= −1 (3.5)

Η στιγµιαία ενέργεια σφάλµατος στον νευρώνα j του δικτύου εκφράζεται από τη σχέση

Cj(n) =
1
2

e2
j (n)

∂Cj(n)
∂ej(n)

= ej(n) (3.6)

∆ιαφορίζοντας τη σχέση για την έξοδο του νευρώνα προκύπτει

∂yi(n)
∂vj(n)

= φ′j
(
vj(n)

)
(3.7)

Τέλος, διαφορίζοντας την αρχική σχέση για την έξοδο της συνάρτησης ενεργοποίησης προ-
κύπτει

∂vj(n)
∂wji(n)

= yi(n) (3.8)

Συνολικά από τις σχέσεις 3.3 - 3.8, µπορούµε να εκφράσουµε το συντελεστή ευαισθησίας ως

∂C(n)
∂wji(n)

= −ej(n)φ′j
(
vj(n)

)
yi(n) (3.9)

Με ϐάση τον συντελεστή αυτόν, εφαρµόζουµε τη διόρθωση ∆Wji στα ϐάρη των συνδέσε-
ων µε ϐάση την παράµετρο ϱυθµού µάθησης η. Με αυτό τον τρόπο, εκτελούµε ϐαθµωτή
κατάβαση (gradient descent) στο χώρο των ϐαρών, αναζητώντας την τιµή των ϐαρών που
ελαχιστοποιεί τη συνολική ενέργεια σφάλµατος.

∆Wji = −η
∂C(n)

∂wji(n)
= ηδj(n)yi(n) = ηej(n)φ′j

(
vj(n)

)
(3.10)

Ο όρος δj(n) εκφράζει την τοπική κλίση του νευρώνα εξόδου και ισούται µε το γινόµενο
του σήµατος σφάλµατος ej(n) και την παράγωγο συνάρτησης ενεργοποίησης του νευρώνα
φ′j

(
vj(n)

)
. Εποµένως, το σφάλµα στην έξοδο του νευρώνα παίζει κρίσιµο ϱόλο στην προσαρ-

µογή των ϐαρών. ∆ιακρίνουµε 2 περιπτώσεις για τους τύπους νευρώνων του δικτύου.
Περίπτωση 1ή: Κόµβος Εξόδου : Σε αυτή την περίπτωση διαθέτουµε την επιθυµητή

απόκριση, εποµένως το σφάλµα ej(n) υπολογίζεται από τη σχέση 3.5.
Περίπτωση 2ή: Κρυφός Κόµβος : Σε αυτή την περίπτωση δεν υπάρχει διαθέσιµη

η επιθυµητή απόκριση, οπότε το σφάλµα στον κάθε νευρώνα υπολογίζεται αναδροµικά, µε
ϐάση τους νευρώνες που συνδέονται άµεσα µε αυτόν. Για να το πετύχουµε αυτό, ϑεωρούµε
πως το συνολικό σφάλµα προκύπτει από το άθροισµα των τετραγώνων των νευρώνων εξόδου
ek(n). Η τοπική κλίση του νευρώνα j εκφράζεται από τη σχέση 3.11
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3.2.3 Αλγόριθµος (Βackpropagation)

Σχήµα 3.3: Γραφική Αναπαράσταση Βαθµωτής Κατάβασης

δj(n) = φ′j
(
vj(n)

)∑
k

δk(n)wkj(n) (3.11)

Ο πρώτος όρος φ′j
(
vj(n)

)
εξαρτάται από τη συνάρτηση ενεργοποίησης του νευρώνα j. Ο

δεύτερος παράγοντας
∑

k δk(n)wkj(n), εξαρτάται από το δk το οποίο αφορά τους κόµβους του
ακριβώς δεξιότερου επιπέδου του δικτύου που συνδέονται µε τον νευρώνα j, και το wkj, το
οποίο αφορά τις συνδέσεις µεταξύ του νευρώνα j και των νευρώνων κ. Συνολικά ο αλγόριθµος
backpropagation περιγράφεται από τα ακόλουθα ϐήµατα.

Βήµα 1 - Αρχικοποίηση. Αρχικοποίηση των ϐαρών των συνδέσεων µε οµοιόµορφη
κατανοµή µηδενικού µέσου όρου.

Βήµα 2 - Παραδείγµατα εκπαίδευσης. Παρουσιάζονται στο δίκτυο µια εποχή παρα-
δειγµάτων εκπαίδευσης, µε σκοπό στη συνέχεια να αλλάξει το ϐάρος των συνδέσεων µε ϐάση
αυτά.

Βήµα 3 - Υπολογισµός προς τα εµπρός. ΄Εστω ένα δείγµα εκπαίδευσης (x(n), d(n)),
όπου x(n) η είσοδος στο δίκτυο και d(n) η επιθυµητή απόκριση. Υπολογίζουµε τα σήµατα
εξόδου για κάθε νευρώνα j και το σήµα σφάλµατος.

vl
j (n) =

∑
i

wl
ji(n)yl−1

i (n) ej(n) = dj(n) − yL
j (n) (3.12)

Βήµα 4 - Υπολογισµός προς τα πίσω. Υπολογισµός των τοπικών κλίσεων µε ϐάση τους
τύπους που προέκυψαν στην προηγούµενη ανάλυση.

δl
j (n) =

 eL
j (n)φ′j

(
vj(n)L

)
, νευρώνας επίπεδου εξόδου.

φ′j
(
vj(n)l

)∑
k δl+1

k (n)wl+1
kj (n), νευρώνας κρυφού επιπέδου.

(3.13)

Στη συνέχεια ακολουθεί η αλλαγή των ϐαρών του δικτύου µε ϐάση τον κανόνα κατάβασης
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κλίσης και τη παράµετρο ϱυθµού µάθησης η.

wl
ji(n + 1) = wl

ji(n) + ηδl
j (n)yl−1

i (n) (3.14)

Βήµα 5 - Επανάληψη. Επαναλαµβάνονται τα 3 τελευταία ϐήµατα έως ότου να ικανο-
ποιηθεί ένα κριτήριο τερµατισµού.

3.2.4 Overfitting

Κατά τη διαδικασία της επιβλεπόµενης µάθησης, είναι πλήρως διαδεδοµένο να γίνεται
διαχωρισµός του dataset σε τρία διαφορετικά dataset, τα οποία επιτελούν το καθένα ξεχω-
ϱιστό σκοπό. Το training dataset είναι το ϐασικότερο και χρησιµοποιείται αποκλειστικά
για την εκπαίδευση του δικτύου και την προσαρµογή των ϐαρών. Το test dataset χρησιµο-
ποιείται για την αξιολόγηση του δικτύου µετά την ολοκλήρωση της εκπαίδευσης, Είναι πολύ
σηµαντικό στοιχεία του test dataset να µην γίνουν ϕανερά στο δίκτυο κατά τη διαδικασία της
εκπαίδευσης, καθώς αυτό ϑα επηρεάσει την αξιοπιστία της απόδοσης του δικτύου. Παρόλα
αυτά, χρειαζόµαστε ένα τρόπο να παρακολουθούµε την επίδοση του δικτύου κατά τη διαδι-
κασία της µάθησης, ώστε να λάβουµε αποφάσεις σχετικά µε τη διαδικασία της εκπαίδευσης
δυναµικά. Για αυτό το λόγο, γίνεται χρήση του validation dataset, το οποίο χρησιµοποιείται
για την αξιολόγηση του δικτύου µόνο κατά τη διάρκεια της εκπαίδευσης. Παρόλο που µε
αυτό τον τρόπο χάνουµε ένα κοµµάτι χρήσιµης πληροφορίας από τα αρχικά δεδοµένα, µας
επιτρέπει να έχουµε µια εποπτεία της επίδοσης κατά την εκπαίδευση και να εφαρµόσουµε
τεχνικές όπως το Early Stopping.

Κατά τη διάρκεια της εκπαίδευσης παρακολουθούµε τη µεταβολή στα losses για τα Train
και Validation dataset. Μετά από κάποιο σηµείο σε όλες τις περιπτώσεις παρατηρούµε πως
το Train Loss µειώνεται, αλλά το Validation Loss παύει να µειώνεται, ενώ µπορεί και να
αυξάνεται. Αυτό σηµατοδοτεί πως το δίκτυο µαθαίνει σε τόσο λεπτοµερή ϐαθµό τα δεδοµένα
του training dataset, που δεν έχει την ευελιξία να αναγνωρίσει δεδοµένα που δεν έχει αντι-
κρύσει. Αυτό το ϕαινόµενο ονοµάζεται Overfitting και παρουσιάζεται σχηµατικά στο σχήµα
3.4
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3.2.5 Συναρτήσεις Ενεργοποίησης

Σχήµα 3.4: Φαινόµενο Overfitting

3.2.5 Συναρτήσεις Ενεργοποίησης

΄Οπως αναφέρθηκε στην προηγούµενη ενότητα, η έξοδος του νευρωνικού προκύπτει περ-
νώντας το άθροισµα της εισόδου πολλαπλασιασµένη µε τα ϐάρη, µέσω από µια συνάρτηση
ενεργοποίησης. Η επιλογή της κατάλληλης συνάρτησης ενεργοποίησης έχει κρίσιµη σηµα-
σία στην επίδοση του δικτύου. Οι παρακάτω συναρτήσεις ενεργοποίησης που αναφέρονται
στο [10] αποτελούν τις συνηθέστερες.

• Βηματική συνάρτηση

φ(x) =

0 if x < 0

1 ifx ≥ 0
(3.15)

Σχήµα 3.5: Βηµατική συνάρτηση ενεργοποίησης
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Η ϐηµατική συνάρτηση ή συνάρτηση Heavyside είναι η απλούστερη συνάρτηση ενερ-
γοποίησης και αυτή που πρότεινε ο Frank Rosenblatt για το Perceptron. Ο κάθε
νευρώνας ενεργοποιείται αν η έξοδος του ξεπεράσει το κατώφλι που ορίζεται (σε αυτή
την περίπτωση 0). Η συνάρτηση αυτή είναι ασυνεχής και χρησιµοποιείται για δυαδική
ταξινόµηση, αλλά δε µπορεί να χρησιµοποιηθεί όταν υπάρχουν περισσότερες από µία
κλάσεις.

• Γραμμική συνάρτηση
φ(x) = α ∗ x (3.16)

Σχήµα 3.6: Γραµµική συνάρτηση ενεργοποίησης

Σε αυτή τη συνάρτηση η έξοδος είναι ανάλογη του αθροίσµατος του γινοµένου της ει-
σόδου µε τα ϐάρη. Σε αντίθεση µε την ϐηµατική, η γραµµική συνάρτηση µπορεί να
χρησιµοποιηθεί για multiclass classification. Παρόλα αυτά, δε χρησιµοποιείται ιδια-
ίτερα, αφού προκαλεί προβλήµατα στον αλγόριθµό back-propagation και περιορίζει
τις δυνατότητες του δικτύου, αφού η έξοδος ϑα είναι πάντα συνάρτηση του πρώτου
επιπέδου.

Οι κυρίως χρησιµοποιούµενες συναρτήσεις ενεργοποίησης είναι οι µη γραµµικές. Α-
κολουθούν οι κύριες από αυτές.

• Σιγμοειδής συνάρτηση

φ(x) =
1

1 + e−x
(3.17)
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3.2.5 Συναρτήσεις Ενεργοποίησης

Σχήµα 3.7: Σιγµοειδής συνάρτηση ενεργοποίησης

Η σιγµοειδής συνάρτηση είναι µια από τις πιο ευρέως χρησιµοποιούµενες συναρτήσεις
ενεργοποίησης, ειδικά σε εφαρµογές που περιλαµβάνουν πρόβλεψη πιθανοτήτων, κα-
ϑώς λαµβάνει τιµές στο διάστηµα (0,1). Επιπλέον, είναι διαφορίσιµη και µονότονη, το
οποίο αποτρέπει µεγάλες διακυµάνσεις στις εξόδους των νευρώνων.

Η σιγµοειδής δεν είναι πάντα η σωστή επιλογή, καθώς δεν είναι συµµετρική γύρω από
το 0, και επικεντρώνεται στις µεσαίες τιµές, ενώ οι πολύ µεγάλες ή πολύ µικρές τιµές
δεν επηρεάζουν αισθητά την κλίση (vanishing gradient).

• Υπερβολική Εφαπτομένη

φ(x) =
ex − e−x

ex + e−x
(3.18)

Σχήµα 3.8: Υπερβολική Εφαπτοµένη συνάρτηση ενεργοποίησης

Η συνάρτηση υπερβολικής εφαπτοµένης µοιάζει µε τη σιγµοειδή αλλά είναι κεντραρι-
σµένη γύρω από την αρχή των αξόνων, ενώ είναι πιο απότοµη από την σιγµοειδή. Τόσο
η συνάρτηση υπερβολικής εφαπτοµένης, όσο και η σιγµοειδής χρησιµοποιούνται σε
feedforward δίκτυα.

∆ιπλωµατική Εργασία 45



Κεφάλαιο 3. Μηχανική Μάθηση - Νευρωνικά ∆ίκτυα

• ReLU (Rectified linear unit)

φ(x) =

0 if x < 0

x ifx ≥ 0
(3.19)

Σχήµα 3.9: ReLU (Rectified linear unit)

Το πλεονέκτηµα της ReLU είναι ότι δεν ενεργοποιούνται ποτέ όλοι οι νευρώνες ταυ-
τόχρονα, το οποίο την κάνει πιο αποδοτική. Σαν αρνητικό της προσάπτεται ότι η κλίση
είναι µηδενική, οπότε δεν ανανεώνονται τα ϐάρη στη διαδικασία του backpropagation.
Οι αρνητικές τιµές εισόδου δεν αντιστοιχίζονται λοιπόν σωστά.

Για την επίλυση του προηγούµενου προβλήµατος προτείνεται η συνάρτηση Leaky
ReLU, η οποία δίνει µια µικρή κλίση στις αρνητικές τιµές και ορίζεται µε τον ακόλουθο
τρόπο:

φ(x) =

α ∗ x if x < 0

x ifx ≥ 0
(3.20)

Σχήµα 3.10: Leaky ReLU

• Softmax

φ(x) =
ezi∑K

j=1 ezj
(3.21)
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3.2.6 Συνελικτικά ∆ίκτυα (Convolutional Neural Networks)

Σχήµα 3.11: Softmax

Η Softmax αποτελεί συνδυασµό πολλαπλών σιγµοειδών συναρτήσεων και χρησιµοποιε-
ίται για multiclass classification. Η συνάρτηση επιστρέφει για κάθε στοιχείο εισόδου,
την πιθανότητα της κάθε κλάσης.

3.2.6 Συνελικτικά ∆ίκτυα (Convolutional Neural Networks)

Τα συνελικτικά νευρωνικά δίκτυα αποτελούν µια ειδική κατηγορία feedforward δικτύων,
τα οποία είναι ευρέως χρησιµοποιούµενα στην όραση υπολογιστών. Η επιτυχία τους σε
εφαρµογές που αφορούν εικόνες αφορά στην ικανότητά τους να αναγνωρίζουν τοπικά χαρα-
κτηριστικά και είναι αποδοτικά από άποψη υπολογιστικής ισχύος. Η λογική τους ϐασίζεται
στη δοµή των ϐιολογικών νευρωνικών δικτύων, συγκεκριµένα στον τρόπο µε τον οποίο οι
νευρώνες στον οπτικό ϕλοιό απαντούν σε ερεθίσµατα µόνο σε κάποια περιοχή του πεδίου της
όρασης. Το σύνολο αυτών των περιοχών αποτελεί το συνολικό οπτικό πεδίο. Τα συνελικτικά
νευρωνικά δίκτυα αξιοποιούν το γεγονός πως η είσοδος είναι µια εικόνα (ή στην περίπτω-
σή µας ένα ϕασµατογράφηµα), και προσπαθούν να αναγνωρίσουν συγκεκριµένες περιοχές
της εισόδου. Αποτελούνται κυρίως από δύο είδη επιπέδων, τα συνελικτικά και τα pooling
επίπεδα, τα οποία ϑα εξετάσουµε ξεχωριστά.

Το πρώτο ϐασικό επίπεδο είναι το συνελικτικό. Η επεξεργασία που γίνεται σε αυτό το
επίπεδο ϐασίζεται σε ϕίλτρα ή πυρήνες (kernels) τα οποία εκτελούν ένα συνελικτικό γινόµενο
µε την είσοδο. Συγκεκριµένα, µετακινούµε το ϕίλτρο πάνω στην είσοδο και η έξοδος είναι
το άθροισµα της συνέλιξης µεταξύ της εισόδου και του ϕίλτρου. Μπορούµε να ορίσουµε το
ϐήµα µε το οποίο µετακινείται το ϕίλτρο πάνω στην είσοδο (stride). Συνοπτικά, η µεταφορά
της εισόδου στην έξοδο παρουσιάζεται στο σχήµα 3.12.

Για καλύτερη εφαρµογή του ϕίλτρου µπορούµε να εφαρµόσουµε γέµισµα (padding) στις
άκρες της εικόνας. Αυτό ϐοηθάει στο να αξιοποιούνται περισσότερο οι τιµές στα άκρα της
εισόδου, που σε άλλη περίπτωση ϑα χρησιµοποιούνταν λιγότερο από τις κεντρικές.

Το δεύτερο ϐασικό επίπεδο είναι το pooling επίπεδο. ΄Οπως και µε το συνελικτικό επίπε-
δο, ο σκοπός του είναι να µειώσει τη διάσταση της εισόδου, µειώνοντας ταυτόχρονα και την
απαιτούµενη υπολογιστική ισχύ. Πετυχαίνουν, τέλος την εξαγωγή κυρίαρχων χαρακτηριστι-
κών τα οποία δεν εξαρτώνται από τη ϑέση και την περιστροφή.

Το pooling επιτυγχάνεται µετακινώντας ένα πυρήνα πάνω στην είσοδο και διατηρώντας
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Σχήµα 3.12: Μετακίνησή ϕίλτρου 3x3 πάνω σε είσοδο συνεκτικού δικτύου

µία τιµή για κάθε τµήµα, η οποία εξαρτάται από το είδος του pooling.Υπάρχουν δύο κύρια
είδη Pooling: max pooling και average pooling. Στην περίπτωση του Max Pooling, δια-
τηρείται η µέγιστη τιµή του τµήµατος της εισόδου που καλύπτεται από τον πυρήνα, ενώ
στην περίπτωση του Average Pooling διατηρείται η µέση τιµή αυτού του τµήµατος. ΄Εχει
παρατηρηθεί ότι τα επίπεδα Max Pooling αποδίδουν αρκετά καλύτερα, αφού έχουν το σηµα-
ντικό πλεονέκτηµα της µείωσης ϑορύβου στην είσοδο, αφού απορρίπτουν ταυτόχρονα πολλές
ϑορυβώδεις περιοχές.

Τα συνελικτικά δίκτυα αποτελούνται από πλήθος Ϲευγαριών συνελικτικών και pooling
επιπέδων, τα οποία συνήθως καταλήγουν σε ένα πλήρως συνδεδεµένο δίκτυο, το οποίο µπορεί
να εξάγει τα χαρακτηριστικά της εισόδου ως µονοδιάστατο διάνυσµα. ΄Οσο πιο ϐαθύ είναι το
δίκτυο, τόσο πιο υψηλού επιπέδου χαρακτηριστικά εξάγονται για την είσοδο.
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3.3 Αναδροµικά ∆ίκτυα (Recurrent Neural Networks)

Σχήµα 3.13: Αρχιτεκτονική απλού Συνελικτικού ∆ικτύου

3.3 Αναδροµικά ∆ίκτυα (Recurrent Neural Networks)

Τα νευρωνικά δίκτυα που αναλύσαµε µέχρι στιγµής είναι στατικά, δηλαδή δεν εισέρχεται
ο χρόνος στη διαδικασία της µάθησης. Αυτό δεν αποτελεί πρόβληµα για διάφορα είδη
εφαρµογών, όπως η ταξινόµηση εικόνων, αλλά στην περίπτωση του ήχου και της µουσικής,
τα δεδοµένα εξαρτώνται σε µεγάλο ϐαθµό από το χρόνο, εποµένως τα στατικά δίκτυα δεν
αρκούν. Για αυτό το λόγο, ϑα ασχοληθούµε µε µια τελευταία κατηγορία νευρωνικών δικτύων,
τα οποία έχουν ως ϐασικό χαρακτηριστικό τη διατήρηση µνήµης για τα δεδοµένα εισόδου,
τα αναδροµικά νευρωνικά δίκτυα (Recurrent Neural Networks - RNNs).

3.3.1 Βασική Αρχιτεκτονική

Τα αναδροµικά νευρωνικά δίκτυα χρησιµοποιούνται για ακολουθίες δεδοµένων. Θεωρο-
ύµε ως ακολουθία εισόδου το διάνυσµα

xT = x1, x2, ..., xT−1, xT

και ως ακολουθία εξόδου το διάνυσµα

yT = y1, y2, ..., yT−1, yT

µε τα γειτονικά Ϲεύγη δεδοµένων να είναι οργανωµένα µε ϐάση το χρόνο. ∆εδοµένης
της εισόδου και της εξόδου, ο σκοπός του δικτύου είναι να αναγνωρίσει την ακολουθία
εξόδου µε ϐάση την ακολουθία εισόδου. Σε αντίθεση µε τα feedforward δίκτυα στα οποία
η ϱοή της πληροφορίας είναι σειριακή, η πληροφορία στα RNNs µεταφέρεται κυκλικά µε
ανατροφοδότηση. Συγκεκριµένα τα RNNs αποτελούνται από τα επίπεδα εισόδου και εξόδου,
καθώς και ένα σύνολο κρυφών επιπέδων. Για να γίνει πιο κατανοητή η λειτουργία, µπορούµε
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να ξεδιπλώσουµε το δίκτυο σε διαφορετικές χρονικές στιγµές, όπως ϕαίνεται στο σχήµα 3.14.

Σχήµα 3.14: Αναδροµικό ∆ίκτυο Αναδιπλωµένο στο Χρόνο

Με ϐάση αυτό, η έξοδος τη χρονική στιγµή t + 1 για ένα δίκτυο µε m κρυφά επίπεδα
προκύπτει από τη σχέση 3.22

ht+1 = φ (Whxxt +Whhht + bh) (3.22)

όπου Whx ∈ R
m τα ϐάρη που αφορούν τις εισόδους, Whh ∈ R

m×m τα ϐάρη που αφορούν
τα κρυφά επίπεδα, bh ∈ R

m η αρχική πόλωση των εσωτερικών επιπέδων και ϕ η συνάρτηση
ενεργοποίησης. Η συνολική έξοδος του δικτύου προκύπτει ως

yt = φ
(
Wyh · ht + by

)
(3.23)

όπου Wyh ∈ R
m τα ϐάρη που σχετίζονται µε τις συνδέσεις στην έξοδο και by ∈ R

m η
πόλωση της εξόδου.

3.3.2 Backpropagation through time (BPTT) και Vanishing Gradient

Για την εκπαίδευση των RNNs χρησιµοποιείται µια παραλλαγή του αλγόριθµου back-
propagation που αναλύθηκε στην προηγούµενη ενότητα. Αφού παραχθεί το διάνυσµα hk,
υπολογίζουµε το σφάλµα Ek µε σκοπό να υπολογίσουµε τη κλίση

∂E

∂w
=

T∑
t=1

∂Et

∂w
(3.24)

Η κλίση αυτή µπορεί να εκφραστεί µετά από υπολογισµούς ως

∂E

∂w
=

∂E

∂hT

T∑
t=1

(( n∏
i=t+1

∂hi

∂hi−1

)∂ht

∂w

)
(3.25)
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3.3.3 ∆ίκτυα Long Term Short Term Memory (LSTMs)

Η σχέση αυτή αναδεικνύει ένα πρόβληµα στα απλά αναδροµικά, το οποίο είναι γνωστό
ως vanishing and exploding gradient. Αν η ακολουθία εισόδου είναι µεγάλη (δηλαδή πολλά
ϐήµατα), τότε εισέρχονται πολλοί πολλαπλασιασµοί µερικών παραγώγων για τον υπολογισµό
των κλίσεων. Εποµένως µπορούµε να δούµε πως αν το µέτρο των µερικών παραγώγων είναι
µικρότερο από 1, το γινόµενο αυτό τείνει να µηδενιστεί, όσο µεγαλώνει η είσοδος.

∣∣∣∣∣ ∂hi

∂hi−1

∣∣∣∣∣ < 1 −→
n∏

i=t+1

∂hi

∂hi−1
→ 0

Αντίστοιχα, όταν το µέτρο των µερικών παραγώγων είναι µεγαλύτερο του 1, η κλίση τείνει
να γίνει πολύ µεγάλη

∣∣∣∣∣ ∂hi

∂hi−1

∣∣∣∣∣ > 1 −→
n∏

i=t+1

∂hi

∂hi−1
→ ∞

Λόγω αυτού του προβλήµατος, η ανανέωση των ϐαρών είναι αδύνατη, αφού η διόρθωση
που υφίστανται από τον αλγόριθµο backpropagation είναι ανάλογη της κλίσης. Αυτό το
ϐασικό πρόβληµα των RNNs επιλύεται µε τη χρήση ενός είδους RNN, τα Long Term Short
Term Memory Networks (LSTMs).

3.3.3 ∆ίκτυα Long Term Short Term Memory (LSTMs)

Τα LSTMs είναι µια ειδική κατηγορία αναδροµικών δικτύων, τα οποία έχουν τη δυνατότη-
τα να µαθαίνουν µακροπρόθεσµες εξαρτήσεις. Προτάθηκαν πρώτη ϕορά από τους Hochreiter
και Schmidhuber (1997) και χρησιµοποιούνται ευρέως µέχρι και σήµερα σε πλήθος εφαρ-
µογών, ιδιαίτερα σε εφαρµογές ϕυσικής γλώσσας (Natural Language Processing) καθώς και
στην επεξεργασία ήχου.

Η δοµή των LSTMs είναι παρόµοια µε αυτή των αναδροµικών δικτύων, αποτελούνται
δηλαδή από επαναλαµβανόµενα κελιά. Σε αντίθεση όµως µε τα απλά αναδροµικά δίκτυα,
οι µονάδες των οποίων αποτελούνται µόνο από τη συνάρτηση ενεργοποίησης, η δοµή τους
είναι πιο περίπλοκη. Οι µονάδες αποτελούνται από 4 επίπεδα νευρωνικού δικτύου τα οποία
αλληλεπιδρούν µεταξύ τους.

Το κύριο τµήµα της µονάδας είναι η πάνω οριζόντια γραµµή, η κατάσταση του κελιού
µνήµης Ct . ∆ιατρέχει ολόκληρη την αλυσίδα και η πληροφορία µεταφέρεται µέσω αυτής
απαράλλαχτη. Η αποµάκρυνση και προσθήκη πληροφορίας γίνεται µέσω των των πυλών, οι
οποίες είναι συνδυασµός σιγµοειδών συναρτήσεων ενεργοποίησης και πολλαπλασιαστών. Τα
LSTMs διαθέτουν 3 τέτοιες πύλες, ώστε να ελέγχουν την κατάσταση του κελιού.

Το πρώτο ϐήµα στη λειτουργία του LSTM είναι η απόφαση της πληροφορίας η οποία
ϑα απορριφθεί. Αυτό επιτυγχάνεται από την forget gate, και αναπαρίσταται στο διάγραµµα
ως ft . Χρησιµοποιώντας ως εισόδους τα ht−1 και xt , δίνει µια έξοδο στο διάστηµα [0,1],
υποδεικνύοντας το πόσο ϑα διατηρηθεί η πληροφορία.

ft = σ
(
Wf · [ht−1, xt] + bf

)
(3.26)

Το επόµενο ϐήµα είναι η απόφαση της πληροφορίας που ϑα αποθηκευτεί στη κατάσταση
του κελιού. Αυτό αποτελείται από δύο τµήµατα. Το πρώτο επίπεδο ονοµάζεται input gate
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Σχήµα 3.15: Εσωτερική ∆οµή Μονάδας LSTM

layer και αναπαρίσταται ως it στο διάγραµµα, αποφασίζει ποιές τιµές ϑα ανανεωθούν. Στη
συνέχεια, το επίπεδο της υπερβολικής εφαπτοµένης δηµιουργεί ένα νέο σύνολο τιµών C̃t , οι
οποίες ϑα προστεθούν στη κατάσταση του κελιού. Το τελικό αποτέλεσµα προκύπτει από τον
πολλαπλασιασµό των δύο αυτών επιπέδων.

it = σ (Wi · [ht−1, xt] + bi) C̃t = tanh (WC · [ht−1, xt] + bC) (3.27)

Με ϐάση αυτά τα 3 επίπεδα, ανανεώνεται η παλιά τιµή της κατάστασης κελιού

Ct = ft ∗ Ct−1 + it ∗ C̃t (3.28)

Τέλος, πρέπει να αποφασιστεί τι ϑα παραχθεί ως έξοδος. Αυτό γίνεται ϐάση ϕιλτραρίσµα-
τος της κατάστασης κελιού. Συγκεκριµένα, αποφασίζεται µέσω µιας σιγµοειδούς συνάρτησης
ενεργοποίησης ποια τµήµατα ϑα ενεργοποιηθούν ot . Στη συνέχεια η κατάσταση του κελιού
περνάει από µια συνάρτηση υπερβολικής εφαπτοµένης, ώστε να µεταφερθούν οι τιµές στο
διάστηµα [-1,1], και πολλαπλασιάζεται µε την έξοδο ot , ώστε να δοθεί η τελική έξοδος της
µονάδας.

ot = σ (Wo · [ht−1, xt] + bo) ht = ot ∗ tanh (Ct) (3.29)

3.3.4 LSTM ∆ιπλής Κατεύθυνσης

Μέχρι στιγµής έχουν περιγραφεί αρχιτεκτονικές αναδροµικών δικτύων µιας κατεύθυν-
σης, δηλαδή οι ακολουθίες εισόδου διαβάζονται µόνο από µία κατεύθυνση. Πολλές ϕορές
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είναι χρήσιµο να επεξεργαστεί η ακολουθία και από τις δύο κατευθύνσεις. Αυτό το ϱόλο
καλύπτουν τα LSTM διπλής κατεύθυνσης (bi-directional LSTMs).

Σχήµα 3.16: LSTM ∆ιπλής Κατεύθυνσης

Η αρχή λειτουργίας τους είναι παρόµοια µε αυτή των κανονικών LSTMs. Στην αναδι-
πλωµένη µορφή, κάθε επίπεδο περιέχει ένα ¨µπροστά¨ (forward) και ένα ¨πίσω¨ (backward)
LSTM επίπεδο, η έξοδος των οποίων συνδέεται στην ίδια έξοδο. Η forward έξοδος

−→
ht υ-

πολογίζεται µέσω των σχέσεων του LSTM, για τα δείγµατα της ακολουθίας [T − n, T − 1],
ενώ η (backward) έξοδος

←−
ht υπολογίζεται από τις ίδιες σχέσεις αλλά για την αντεστραµµένη

ακολουθία εισόδου [T − n, T − 1]. Η συνολική έξοδος yt προκύπτει συνδυάζοντας τις δύο
ακολουθίες.

yt = σ(
−→
ht ,
←−
ht) (3.30)

Εδώ σ µπορεί να είναι µια συνάρτηση συνένωσης, άθροισης ή πολλαπλασιασµού.
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 4

Σχεδιασµός Πειραµάτων

Στο κεφάλαιο αυτό παρουσιάζονται τα ϐήµατα που έγιναν για το σχεδιασµό και την
υλοποίηση των πειραµάτων.

4.1 Περιβάλλον Υλοποίησης

Η υλοποίηση των µοντέλων και των πειραµάτων έγιναν µε χρήση της γλώσσας προγραµ-
µατισµού Python. Για την εκπαίδευση των νευρωνικών δικτύων χρησιµοποιήθηκε η ϐιβλιο-
ϑήκη pytorch, καθώς παρέχει πλήθος εργαλείων που ϐοηθούν στην ϐαθιά µάθηση, ενώ
παράλληλα επιτρέπει µια αρκετά χαµηλού επιπέδου επαφή µε τη διαδικασία της µάθησης.
Το γεγονός αυτό ϐοηθά στην εύκολη εξειδίκευση και προσαρµογή των µοντέλων. Χρησιµο-
ποιήθηκε επίσης εκτενώς η ϐιβλιοθήκη librosa για την επεξεργασία ήχου.

Το περιβάλλον που έγινε η εκπαίδευση ήταν το Google Colab, καθώς αυτό προσφέρει ένα
εύκολο στη χρήση περιβάλλον αλληλεπίδρασης, και το σηµαντικότερο, προσφέρει υπολογι-
στικούς πόρους της Google (GPU). Οι πόροι αυτοί ϐοήθησαν σε πολύ µεγάλο ϐαθµό ώστε
να γίνει σε λογικά χρονικά πλαίσια η εκπαίδευση των νευρωνικών δικτύων, διαδικασία που
είναι γενικά ιδιαίτερα χρονοβόρα.

4.2 Σύνολα ∆εδοµένων (Dataset)

4.2.1 GuitarSet

Το Dataset ([5]) που χρησιµοποιήθηκε για την εκπαίδευση και την αξιολόγηση των µο-
ντέλων είναι το GuitarSet. Το dataset αυτό αποτελείται από κοµµάτια κιθάρας µε τις α-
ντίστοιχες σηµειώσεις για κάθε νότα που παίζεται. ΄Οπως αναφέρεται στην αντίστοιχη δη-
µοσίευση [4], παρόλο που η κιθάρα και το πιάνο είναι εξίσου δηµοφιλή, τα dataset που
αφορούν επιβλεπόµενη µάθηση µουσικής αφορούν αποκλειστικά το πιάνο (MAPS, MAE-
STRO). Εποµένως, το GuitarSet είναι ιδιαίτερα χρήσιµο για τη δηµιουργία µοντέλων που
δεν αφορούν αποκλειστικά το πιάνο.

Το GuitarSet αποτελείται από 360 κοµµάτια µήκους σχεδόν 30 δευτερολέπτων. Τα
κοµµάτια αυτά δηµιουργήθηκαν από έξι διαφορετικούς παίχτες, δεδοµένων 30 διαφορε-
τικών οδηγών (lead sheets) που αποτελούνται από διάφορα είδη µουσικής (Rock, Singer-
Songwriter, Bossa Nova, Jazz, Funk), ακολουθίες και ϱυθµούς. Κάθε κοµµάτι έχει δύο
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παραλλαγές, µία είναι η συνοδεία, η οποία περιέχει κυρίως συγχορδίες, και η άλλη είναι το
solo, που περιέχει κυρίως µελωδίες.

Οι ηχογραφήσεις έγιναν µέσω µαγνητών και µικροφώνου, µε τους µαγνήτες να προσ-
δίδουν την καλύτερη πιστότητα. Χρησιµοποιήθηκε ειδικός εξαφωνικός µαγνήτης που κα-
ταγράφει το σήµα της κάθε χορδής ξεχωριστά, το οποίο χρησιµοποιείται στη σηµείωση των
δεδοµένων. Η σηµείωση δίνεται σε µορφή αρχείου JAMS, τα οποία περιέχουν πληροφορίες
για το τονικό ύψος και τη χροιά της νότας που παίζεται, µεταξύ άλλων.

Η κύρια κατηγορία σηµειώσεων που αφορά την εφαρµογή είναι τα midi note annoti-
ations. Σε αυτά καταγράφεται για κάθε χορδή ξεχωριστά πληροφορία για τις νότες που
παίζονται, σε αναπαράσταση midi, καθώς και τα onsets και offsets της νότας, τα οποία είναι
τα ϐασικά χαρακτηριστικά που χρειαζόµαστε για τη µάθηση.

4.2.2 Προ-επεξεργασία ∆εδοµένων

Το πρώτο ϐήµα στην προ-επεξεργασία των δεδοµένων, είναι το resampling των ηχητικών
κοµµατιών, ώστε να έχουν το σωστό sampling rate που χρησιµοποιούµε στα µοντέλα, δη-
λαδή 16 kHz. Τα αρχικά κοµµάτια του dataset έχουν sampling rate 44.1 kHz, οπότε τα
µετατρέπουµε στην κατάλληλη µορφή µε χρήση του λογισµικού ffmpeg ([11]).

Το δεύτερο ϐασικό ϐήµα, είναι να αποσπάσουµε από το αρχείο JAM, την πληροφορία
για τα onset και τα offset των νοτών. Ο τρόπος που αυτά είναι αποθηκευµένα στο αρχείο
είναι ταξινοµηµένα µε ϐάση το onset της νότας, ξεχωριστά για κάθε χορδή. Εποµένως,
µέσω ενός script jams2tsv.py αρχικά τοποθετούµε όλες τις νότες σε µία κοινή λίστα και την
ταξινοµούµε µε ϐάση τα onsets.

Με τα παραπάνω ϐήµατα έχουµε τα δεδοµένα εισόδου και τα αντίστοιχα labels για την
µάθηση, αλλά αυτά αντιπροσωπεύουν νότες midi. ΄Οπως αναφέρθηκε στην ενότητα 2.1.3,
το τονικό ύψος δεν περιέχει όλη την πληροφορία για τη ϑέση στην κιθάρα, οπότε πρέπει να
γίνει µια κατάλληλη αναπαράσταση που να περιέχει και αυτή την πληροφορία.

4.2.3 Αναπαράσταση τάστων

Για την αναπαράσταση της πληροφορίας συγκεκριµένων τάστων, ϑεωρήθηκε αρχικά πως
η κιθάρα έχει το κούρδισµα ¨Standard¨ (E2 - A2 - D3 - G3 - B3 - E4) και 22 τάστα, δηλαδή
τα πιο διαδεδοµένα χαρακτηριστικά. Με ϐάση αυτό, ορίζεται ο αριθµός stringfret, ο οποίος
αντιστοιχίζει τη νότα στο τάστο f της χορδής s σε µια µοναδική τιµή ως. Για να λάβουµε
την τιµή midi md από µια τιµή stringfret sf , χρησιµοποιούµε τον τύπο 4.1, όπου ως base
ορίζεται ένας πίνακας 6 ϑέσεων που περιέχει τις νότες midi των ανοιχτών χορδών της κιθάρας
[40, 45, 50, 55, 59, 64].

md = base[sf//23] + sf %23 (4.1)

Οι αριθµοί αυτοί που περιέχονται σε κάθε χορδή ϕαίνονται στον πίνακα 4.1. Αυτή
η αντιστοιχία είναι πολύ κοντά στην αναπαράσταση midi, και ϐοηθάει στην τροποποίησή
υπαρχόντων µοντέλων ώστε να έχουµε καλύτερη απόδοση. Με ϐάση αυτή τη σχέση, ακολου-
ϑείται η ίδια διαδικασία επεξεργασίας των δεδοµένων, ώστε τώρα τα αρχεία labels να έχουν
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τα onsets και τα offsets νοτών, αλλά σε µορφή stringfret.

Χορδή ∆ιάστηµα stringfret

E 0 - 22
A 23 - 45
D 46 - 68
G 69 - 91
B 92 - 114
e 115 - 137

Πίνακας 4.1: ∆ιαστήµατα stringfret σε κάθε χορδή της κιθάρας

4.3 Αρχιτεκτονική ∆ικτύων

Αρχικά, ϑα παρουσιάσουµε τα ϑεµελιώδη τµήµατα που αποτελούν όλα τα µοντέλα. Οι
αρχιτεκτονικές ϐασίστηκαν σε µεγάλο ϐαθµό στην αρχιτεκτονική που παρουσιάζεται στο [1].
Φασµατογράφηµα Mel

Για την αναπαράσταση των δεδοµένων εισόδου, χρησιµοποιήθηκε Φασµατογράφηµα Mel,
για τους λόγους που αναφέρθηκαν στην ενότητα 2.2.5. Οι παράµετροι του ϕασµατογρα-
ϕήµατος είναι

• 229 frequency bins λογαριθµικής κλίµακας

• hop length 512 samples

• παράθυρο FFT 2048 samples

• ϱυθµός δειγµατοληψίας 16 kHz

Η έξοδος µεταβιβάζεται ολόκληρη στις εισόδους του νευρωνικού, σαν µια εικόνα.
Ακουστικό Μοντέλο (Convolutional Stack)

Θεµέλιο όλων των αρχιτεκτονικών, αποτελεί το ακουστικό µοντέλο που περιγράφεται στη
δηµοσίευση [1]. Το πλήθος των συνδέσεων εξαρτάται από το πλήθος των επιθυµητών χαρα-
κτηριστικών εισόδου και εξόδου (input features και output features), καθώς και το πλήθος
των frames. Αυτά µπορεί να αλλάζουν για διαφορετικές υλοποιήσεις. Συγκεκριµένα, για το
µοντέλο που περιγράφεται στο [1], το οποίο αφορά τη µεταγραφή µουσικής πιάνου, έχουµε
88 χαρακτηριστικά εξόδου (όσα τα πλήκτρα του πιάνου). Αντίστοιχα, στην αναπαράσταση
των τάστων της κιθάρας που περιγράφεται στην ενότητα 4.2.3, έχουµε 139 χαρακτηριστικά
εξόδου.

• Είσοδος : batch size * 1 κανάλι * frames * input Features

• Επίπεδο 1

– Συνελικτικό Επίπεδο : Κανάλια εισόδου 1, κανάλια εξόδου 48, kernel 3x3,
padding 1

– Batch Normalization 2D επίπεδο
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– ReLU Συνάρτηση ενεργοποίησης

• Επίπεδο 2

– Συνελικτικό Επίπεδο : Κανάλια εισόδου 48, κανάλια εξόδου 48, kernel 3x3,
padding 1

– Batch Normalization 2D επίπεδο

– ReLU Συνάρτηση ενεργοποίησης

• Επίπεδο 3

– MaxPooling2D επίπεδο, kernel 1x2

– Dropout επίπεδο µε πιθανότητα p = 0.25

– Συνελικτικό Επίπεδο : Κανάλια εισόδου 48, κανάλια εξόδου 96, kernel 3x3,
padding 1

– Batch Normalization 2D επίπεδο

– ReLU Συνάρτηση ενεργοποίησης

• Επίπεδο 4

– MaxPooling2D επίπεδο, kernel 1x2

– Dropout επίπεδο µε πιθανότητα p = 0.5

• Μετατροπή διανύσµατος σε : batch size * frames * (input Features // 8 * 192)

• Fully Connected επίπεδο, Είσοδος (input Features // 8 * output Features // 4),
έξοδος : 768

• Dropout επίπεδο µε πιθανότητα p = 0.5

Τέλος, χρησιµοποιήθηκαν τα ακόλουθα blocks εκτενώς ως κλάσεις.
ConvBlock

• ConvStack επίπεδο, είσοδος (input Features)

• Fully Connected Επίπεδο, είσοδος 768, έξοδος (outputFeatures)

• Σιγµοειδής Συνάρτηση Ενεργοποίησης

LSTMBlock 1

• ConvStack επίπεδο, είσοδος (input Features)

• BiLSTM επίπεδο, είσοδος 768, έξοδος 768

• Fully Connected Επίπεδο, είσοδος 768, έξοδος (outputFeatures)

• Σιγµοειδής Συνάρτηση Ενεργοποίησης
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LSTMBlock 2

• BiLSTM επίπεδο, είσοδος input Features * 2, έδοξος 768

• Fully Connected Επίπεδο, είσοδος 768, έξοδος (outputFeatures)

• Σιγµοειδής Συνάρτηση Ενεργοποίησης

4.3.1 Μοντέλο OAF Org

Το µοντέλο αυτό ϐασίστηκε στο µοντέλο που παρουσιάστηκε στη δηµοσίευση [1]. Απο-
τελεί µετατροπή του µοντέλου Onsets And Frames, το οποίο όµως αντί να αφορά το πιάνο,
έχει αλλαχθεί ώστε πλέον να έχει τα features της κιθάρας. Συγκεκριµένα, αντί για τα 88
output features που είχε το µοντέλο αρχικά (πλήκτρα του πιάνου), τώρα έχει 139 (πλήθος
stringfret). Το µοντέλο OAF Org παρουσιάζεται στο σχήµα 4.1. Ο σκοπός της υλοποίησης
του µοντέλου αυτού είναι να υπάρξει ένα µέτρο αναφοράς για την απόδοση των υπόλοιπων.
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Σχήµα 4.1: Μοντέλο OAF Org.

Το µοντέλο αυτό περιέχει 2 κεφαλές εξόδου, τις onset head και frame head, και µία
ενδιάµεση κεφαλή, την activation head. Η κεφαλή onset αναγνωρίζει τα onsets των νοτών,
δηλαδή έχει την τιµή 1 στο αντίστοιχο frame, εάν η νότα αυτή ξεκινάει σε εκείνο το frame.
Αντίστοιχα, η κεφαλή frame, αναγνωρίζει τα frames στα οποία η νότα είναι ¨ενεργή¨, δηλαδή
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έχει την τιµή 1 στο αντίστοιχο frame αν η νότα είναι ενεργή σε αυτό το frame.
Ο διαχωρισµός αυτός ϐασίζεται στο γεγονός ότι κάποια frames είναι πιο σηµαντικά από

άλλα. Συγκεκριµένα, η χρονική στιγµή που ξεκινάει µια νότα, µπορεί να ϑεωρηθεί ως η πιο
σηµαντική, καθώς περιέχει το πλήθος της πληροφορίας, ενώ όλα τα υπόλοιπα frames που
είναι ενεργή απλά προσδίδουν πληροφορία για τη διάρκεια. Εποµένως, χρησιµοποιείται
ειδική κεφαλή αναγνώρισης αυτών των frames. Η έξοδος του onset head προκύπτει από µια
σιγµοειδή συνάρτηση, η οποία ορίζει τις πιθανότητες κάθε ένα από τα 139 stringfret.

Το frame activation head αποτελείται από ένα ξεχωριστό ακουστικό µοντέλο ConvStack,
η έξοδος του οποίου συνενώνεται µε την έξοδο του onset head, µε το αποτέλεσµα να δι-
έρχεται από ένα νέο LSTM διπλής κατεύθυνσης. Με αυτό τον τρόπο, χρησιµοποιούµε την
πληροφορία σχετικά µε την αναγνώριση των onsets για τον υπολογισµό των διαρκειών.

4.3.2 Τροποποιηµένα Μοντέλα

Για τη ϐελτίωση της επίδοσης του απλού µοντέλου, αναπτύχθηκαν επιπλέον αρχιτεκτονι-
κές. Η ϐασική ιδέα είναι να χρησιµοποιήσουµε την υπάρχουσα αρχιτεκτονική που παρου-
σιάζεται στις δηµοσιεύσεις [1], [2] και [3] και στη συνέχεια να γίνει µετατροπή της αναπα-
ϱάστασης του πιάνου σε αναπαράσταση κιθάρας. Προς αυτό, προσθέτουµε στις εξόδους του
µοντέλου επιπλέον heads, τα οποία εκτελούν αυτή τη µετατροπή. Στα σχήµατα 4.2, 4.3, 4.4
παρουσιάζονται οι αρχιτεκτονικές που δοκιµάστηκαν.
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Σχήµα 4.2: Μοντέλο OAF Dual Conv.
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4.3.2 Τροποποιηµένα Μοντέλα

Σχήµα 4.3: Μοντέλο OAF Dual Recc.
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Σχήµα 4.4: Μοντέλο OAF Dual Mixed.
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4.4 Εκπαίδευση των ∆ικτύων

4.4 Εκπαίδευση των ∆ικτύων

4.4.1 Προ-επεξεργασία δεδοµένων

Η εκπαίδευση των αναδροµικών νευρωνικών δικτύων για µεγάλες ακολουθίες είναι χρο-
νοβόρα διαδικασία, οπότε µεταβιβάζουµε ως είσοδο στο νευρωνικό κοµµάτια 10 δευτερο-
λέπτων από το αρχικό ηχητικό κοµµάτι. Στην ενότητα 5.2.4, παρουσιάζουµε πως ελέγχθηκε
και διαφορετικό µήκος κοµµατιού, χωρίς να προκαλέσει αισθητή διαφορά.

Για την προ-επεξεργασία του Dataset, χρησιµοποιήθηκαν οι κλάσεις Dataset και Dat-
aLoader του pytorch. Με τη ϐοήθεια της πρώτης κλάσης ορίζονται τα στοιχεία του dataset
και ο τρόπος πρόσβασης σε αυτά, ενώ µε τη δεύτερη κλάση παρέχεται ένας εύκολος τρόπος
προσπέλασης τους.

Στην κλάση του Dataset ορίζουµε διάφορες µεθόδους που χρησιµοποιούµε για την υ-
λοποίηση του. Η πρώτη και ϐασική µέθοδος είναι η load(audio_path, annotation_path), η
οποία ϕορτώνει τα δεδοµένα ήχου και τις σηµειώσεις. Αρχικά, διαβάζεται από το audio_path
µε τη συνάρτηση read() της ϐιβλιοθήκης soundfile ο ήχος εισόδου και αποθηκεύεται στο
αντίστοιχο πίνακα audio, ενώ καταγράφεται και ο ϱυθµός δειγµατοληψίας sr. Φροντίζουµε
οι τιµές αυτές να κυµαίνονται µεταξύ [-1, 1], κάνοντας κοινωνικοποίησή στα δεδοµένα.

Το επόµενο που πρέπει να γίνει, είναι να αναπαραστήσουµε τις σηµειώσεις σε µορφή
κατάλληλη για την είσοδο στο νευρωνικό. Συγκεκριµένα, ϑέλουµε δύο πίνακες onset_la-
bel[n_steps, n_features] και frame_label[n_steps, n_features]. Το µέγεθος των πινάκων
εξαρτάται από τα χαρακτηριστικά εισόδου και το µήκος του κοµµατιού. Ορίζουµε ως υπο-
διαίρεση του χρόνου τα 32ms, εποµένως, τα µεγέθη των πινάκων είναι

n_steps = (audio_length − 1)//HOP_LENGTH + 1

n_features = MAX_FEATURE −MIN_FEATURE + 1
(4.2)

όπου HOP_LENGTH ορίζεται µε ϐάση το ϱυθµό δειγµατοληψίας ώστε να αντιπροσωπεύει
απόσταση µεταξύ frames 32 ms ως

HOP_LENGTH = SAMPLE_RATE ∗ 32//1000 (4.3)

και τα MAX_FEATURE και MIN_FEATURE εξαρτόνται από τον τύπο της εισόδου. Στην
περίπτωση που χρησιµοποιούµε νότες MIDI, λαµβάνουν τιµές MAX_FEATURE = 88 και
MIN_FEATURE = 22, δηλαδή όσες οι νότες του πιάνου, ενώ στην περίπτωση των stringfrets
λαµβάνουν τιµές από 0 έως 138.

Οι πίνακες αυτοί ϑέλουµε να έχουν την ακόλουθη µορφή:

• Πίνακας onset_label: τιµή 1 στο στοιχείο onset_label[t, f] αν η νότα f ξεκινά τη στιγµή
t, 0 αλλιώς.

• Πίνακας frame_label: τιµή 1 στο στοιχείο frame_label[t, f] αν η νότα f είναι ενεργή τη
στιγµή t, 0 αλλιώς.
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Πίνακας 4.2: Παράδειγµα αναπαράστασης στοιχείων εισόδου.

Πίνακας 4.3: onset_label

frames/features 0 1 2 3 4 5

5 0 0 0 0 0 0
4 0 0 0 0 0 0
3 0 0 0 1 0 0
2 0 0 0 0 0 0
1 0 1 0 0 0 0
0 0 0 0 0 0 0

Πίνακας 4.4: frame_label

frames/features 0 1 2 3 4 5

5 0 0 0 0 0 0
4 0 0 0 0 0 0
3 0 0 0 1 1 0
2 0 0 0 0 0 0
1 0 1 1 1 1 0
0 0 0 0 0 0 0

Στον πίνακα 4.2 ϕαίνεται ένα απλοποιηµένο παράδειγµα για την καλύτερη κατανόηση
της αναπαράστασης της εισόδου. Με ϐάση αυτούς τους δύο πίνακες, συµπεραίνουµε πως
η νότα 1 ξεκινά το frame 1 και διαρκεί άλλα 3 frames, έως το frame 4, καθώς και η νότα
3 ξεκινάει το frame 3 και διαρκεί άλλο 1 frame, έως το frame 4. Για τη µετατροπή των
δεδοµένων εισόδου από την αναπαράσταση των χαρακτηριστικών που παρουσιάστηκε στην
επιθυµητή αναπαράσταση χρησιµοποιείται ο αλγόριθµος 4.1.

Αλγοριθµος 4.1: Μετατροπή δεδοµένων εισόδου σε µορφή πινάκων onset_label, frame_label

Είσοδος:annotations, n_steps, n_features, MIN_FEATURE
΄Εξοδος:onset_label, frame_label
1: ΄Εστω πίνακες onset_label[n_steps, n_features] και frame_label[n_steps, n_features]
2: for onset, offset, note in annotation do
3: left ← round(onset ∗ SAMPLE_RATE/HOP_LENGTH)
4: onset_right ← min(n_steps, left + HOPS_IN_ONSET )
5: frame_right ← round(offset ∗ SAMPLE_RATE/HOP_LENGTH)
6: frame_right ← min(n_steps, frame_right)
7: offset_right ← min(n_steps, frame_right + HOPS_IN_ONSET )
8:
9: f ← round(note) −MIN_FEATURE

10: onset_label [left . . . onset_right, f ]← 1
11: frame_label [frame_right . . . offset_right, f ]← 1
12: end for
13: return onset_label, frame_label

Με τα παραπάνω ολοκληρώνεται η υλοποίηση της µεθόδου load(), η οποία καλείται µόνο
κατά την αρχικοποίηση του dataset. Το τελευταίο που πρέπει να γίνει για την προετοιµασία
του dataset είναι η υλοποίηση της µεθόδου που ορίζει τον τρόπο λήψης δεδοµένων από τον
dataloader. ΄Οπως αναφέρθηκε, σαν είσοδο στο δίκτυο δίνουµε κοµµάτια 10 δευτερολέπτων,
εποµένως κάθε ϕορά που λαµβάνεται ένα τυχαίο τµήµα 10 δευτερολέπτων. Με αυτό τον
τρόπο, κατά την εκπαίδευση, το δίκτυο ϑα δει ολόκληρο το κοµµάτι σε διαφορετικές εποχές,
δρώντας µε αυτό τον τρόπο σαν ένα είδος cross-validation.

Ο διαχωρισµός του Dataset έγινε µε τον ακόλουθο τρόπο

• Training Dataset 80%

• Validation Dataset 10%
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• Test Dataset 10%

4.4.2 Βρόχος εκπαίδευσης

Στην ενότητα αυτή ϑα περιγράψουµε τα ϐήµατα που έγιναν για την εκπαίδευση των
δικτύων. Αρχικά, υπενθυµίζουµε πως η έξοδος των δύο κεφαλών του νευρωνικού είναι
πίνακες της µορφής out[n_features, n_steps], µε στοιχεία κανονικοποιηµένα στο διάστηµα
[0,1] λόγω της Softmax, τα οποία αντιπροσωπεύουν πιθανότητες. Η συνάρτηση κόστους (loss
function) που χρησιµοποιούµε στην εκπαίδευση είναι η δυαδική Cross-Entropy Loss.

Η συνάρτηση binary Cross-Entropy Loss ορίζεται για ένα διάνυσµα πιθανοτήτων εξόδου
p και ένα δείγµα y ως

CE(y, p) = −
1
N

 N∑
j=1

[
tj log(pj) + (1 − tj) log(1 − pj)

] (4.4)

Εποµένως, η συνολική συνάρτηση σφάλµατος προκύπτει από το άθροισµα των επιµέρους
σφαλµάτων στις δύο κεφαλές εξόδου. Οι συναρτήσεις σφάλµατος ϕαίνονται στις σχέσεις 4.5
- 4.7, όπου CE η συνάρτηση cross-entropy loss, f _min και f _max το ελάχιστο και µέγιστο
χαρακτηριστικό, T το πλήθος των frames, P οι πιθανότητες εξόδου των νευρωνικών και Y οι
τιµές των δειγµάτων.

Ltotal = Lonset + Lframe (4.5)

Lonset =

f _max∑
p=f _min

T∑
t=0

CE(Yonset(t, p), Ponset(t, p) (4.6)

Lframe =

f _max∑
p=f _min

T∑
t=0

CE(Yframe(t, p), Pframe(t, p) (4.7)

Για τη ϕόρτωση των δεδοµένων και τον διαχωρισµό σε train/validation/test sets χρη-
σιµοποιείται η ϐιβλιοθήκη του pytoch DataLoader. Η εκπαίδευση των νευρωνικών, και
ιδιαίτερα των αναδροµικών δικτύων απαιτεί πολύ χρόνο, οπότε µεταβιβάζουµε τα δεδοµένα
εισόδου σε batches µεγέθους 8. Ο αρχικός ϱυθµός µάθησης (learning rate) ορίζεται 0.0006.
Για την επιτάχυνση της εκπαίδευσης χρησιµοποιήθηκαν επιπλέον ϐελτιστοποιήσεις

• Optimizer : Αποτελεί τεχνική ϐελτιστοποίησης του αλγορίθµου κατάβασης κλίσης,
ϐοηθώντας στη σύγκλιση. Επιλέχθηκε ο ADAM optimizer, ο οποίος αποτελεί µία από
τις πιο κοινές επιλογές σε προβλήµατα regression.

• Scheduler : Μείωση του ϱυθµού µάθησης κάθε συγκεκριµένο αριθµό εποχών. Αυ-
τό ϐοηθάει στο να έχουµε αρχικά σχετικά γρήγορη ϐελτίωση του µοντέλου, ενώ στη
συνέχεια που οι αλλαγές είναι µικρότερες, να είναι αισθητές, µέσω ενός µικρότερου
ϱυθµού µάθησης. Για το σκοπό αυτό χρησιµοποιήθηκε η κλάση torch.optim.lr_sched-
uler.StepLR του pytorch.
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• Gradient Clipping : ΄Οπως αναφέρθηκε στην ενότητα 3.3.1, ένα σηµαντικό πρόβληµα
στα αναδροµικά νευρωνικά δίκτυα είναι το exploding gradient. Για να το αποφύγουµε
αυτό, µπορούµε κάθε ϕορά που η παράγωγος ϐγαίνει εκτός ορίων, να την επανακλι-
µακώσουµε στα επιθυµητά επίπεδα.

΄Οσον αφορά το ϐρόχο της εκπαίδευσης σε κάθε εποχή διαβάζουµε το αρχείο ήχου,
το µετατρέπουµε σε µορφή ϕασµατογραφήµατος mel, και µεταβιβάζουµε την είσοδο στο
µοντέλο. Στη συνέχεια, συγκρίνουµε τις εξόδους του µοντέλου µε τα δείγµατα εισόδου µε
ϐάση τις σχέσεις 4.5 - 4.7, και µε ϐάση τα σφάλµατα αυτά ανανεώνουµε τα ϐάρη.

4.4.3 Early Stopping

΄Οσον αφορά τις εποχές, αρχικά έγινε προσπάθεια να γίνει εκπαίδευση στις 10.000 επο-
χές, όπως στη δηµοσίευση [1], αλλά παρατηρήθηκε σύντοµα πως εµφανίζεται αρκετά νωρίς το
ϕαινόµενο overfitting. Ο ϐασικός λόγος που γίνεται αυτό είναι το πολύ µικρότερο µέγεθος
του dataset το οποίο χρησιµοποιούµε. Χρησιµοποιήθηκαν αρκετοί τρόποι αντιµετώπισης
του ϕαινοµένου αυτού, οι οποίοι ϑα αναλυθούν στη συνέχεια, αλλά ο ϐασικός ήταν το Early
Stopping.

Για την εφαρµογή του Early Stopping, παρακολουθούµε το Validation Loss και όταν πα-
ϱατηρηθεί ένα διάστηµα στο οποίο η διαφορά µεταξύ διαδοχικών εποχών δε µειώνεται πάνω
από ένα συγκεκριµένο όριο, σταµατάµε τη διαδικασία της εκπαίδευσης. Το όριο αυτό εξαρ-
τάται από το µοντέλο, καθώς πολλά συγκλίνουν πιο γρήγορα ή πιο αργά. Σε κάθε περίπτωση
χρησιµοποιήθηκε µια callback κλάση Early Stopping που επιτελεί αυτή τη λειτουργία.

4.4.4 Γϱαϕικές Παϱαστάσεις Εκπαίδευσης

Σε αυτή την ενότητα παρουσιάζονται σε γραφικές παραστάσεις οι πρόοδοι της εκπαίδευ-
σης. Στον οριζόντιο άξονα απεικονίζονται οι εποχές, ενώ στον κατακόρυφο απεικονίζονται
τα losses (training/validation). Παρατηρούµε πως σε όλες τις περιπτώσεις εµφανίζεται το
ϕαινόµενο overfitting.
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Σχήµα 4.5: Γραφική Παράσταση Μοντέλου OAF Org.

Σχήµα 4.6: Γραφική Παράσταση Μοντέλου OAF Conv.
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Σχήµα 4.7: Γραφική Παράσταση Μοντέλου OAF Recc.

Σχήµα 4.8: Γραφική Παράσταση Μοντέλου OAF Mixed.
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4.5 Τεχνικές Βελτιστοποίησης και Αποφυγής Overfitting

΄Οπως ϕαίνεται από τις παραπάνω γραφικές παραστάσεις, το ϕαινόµενο του overfitting
εµφανίζεται αρκετά σύντοµα στην διαδικασία της εκπαίδευσης. Για την αντιµετώπιση αυτού
εφαρµόστηκαν κάποιες τεχνικές, οι οποίες επηρεάζουν τόσο το ίδιο το µοντέλο, όσο και το
dataset.

4.5.1 Data Augmentation

Η πρώτη προσπάθεια αντιµετώπισης του overfitting έγινε µέσω της εφαρµογής του Data
Augmentation. Ο ϐασικός λόγος που έγινε αυτό είναι πως το Dataset µας είναι αρκετά
µικρό, οπότε ϑα ϐοηθούσε αν µπορούσαµε να αντλήσουµε επιπλέον πληροφορία από αυτό.

Το ϐασικό υπόβαθρο που οδηγεί στην επιπλέον πληροφορία είναι το γεγονός πως εκτός
κάποιων εξαιρέσεων, ένα κοµµάτι παιγµένο στην κιθάρα µπορεί να παιχθεί µετακινώντας
όλες τις νότες µια συγκεκριµένη απόσταση πάνω ή κάτω στην ταστιέρα, και να προκύψει ένα
ουσιαστικά νέο σύνολο δειγµάτων από το ίδιο κοµµάτι. Αυτό ονοµάζεται στη µουσική µετα-
τόπιση ή αλλαγή κλειδιού και είναι µια αρκετά ευρέως χρησιµοποιούµενη τεχνική, η οποία
χρησιµοποιείται συνήθως για την προσαρµογή της µουσικής στο εύρος ενός τραγουδιστή.

Στην κιθάρα, το πρόβληµα είναι λίγο πιο περίπλοκο, καθώς πρέπει να λάβουµε υπόψιν τις
ανοιχτές χορδές. Για το λόγο πως δεν µπορούµε να µετακινήσουµε µια νότα που παιζόταν σε
ανοιχτή χορδή πιο ¨κάτω¨, χωρίς να αλλάξουµε τον τρόπο που παίζεται το κοµµάτι, πρέπει να
ϕροντίσουµε όλες οι µεταφορές να ισχύουν µόνο όταν δεν µεταφέρουν νότες σε άλλη χορδή.
Επιπλέον, έχουµε κάνει την ϑεώρηση πως η κιθάρα έχει 22 τάστα, οπότε µια µεταγραφή που
ϑα περιελάµβανε τάστα πάνω από το 22ό δεν είναι έγκυρη.

Με το σκεπτικό αυτό, δηµιουργήθηκαν νέα δείγµατα για το dataset. ∆ιατρέχουµε τις
σηµειώσεις του κοµµατιού και ϐρίσκουµε όλες τις δυνατές µεταφορές που µπορούν να προ-
κύψουν ώστε καµία νότα να µην παραβιάζει τους κανόνες που αναφέρθηκαν σε καµία µε-
ταφορά. Σαν πρώτο ϐήµα, µετατρέπουµε όλες τις σηµειώσεις, τόσο για τις νότες MIDI, όσο
και για τα stringfrets για όλα τα έγκυρα διαστήµατα. Στη συνέχεια, γίνεται η µετατροπή
του κοµµατιού ήχου. ∆οκιµάστηκαν διάφορες ϐιβλιοθήκες που επιτελούν αυτό τον σκοπό,
και ϐρέθηκε ότι αυτή που δίνει τον πιο πιστό ήχο µετά τη µετατροπή ήταν η pitch_shift της
ϐιβλιοθήκης pyrubberband.

Με την παραπάνω διαδικασία, προστέθηκαν στα αρχικά 360 δείγµατα, 1699 νέα δείγµα-
τα, δηλαδή αυξήθηκε το µέγεθος του dataset κατά 571.9%. Ακολουθήθηκε η ίδια διαδικασία
εκπαίδευσης και στη συνέχεια παρουσιάζονται οι γραφικές παραστάσεις εκπαίδευσης.

Παρατηρούµε ότι σε όλες τις περιπτώσεις ο αριθµός των εποχών στον οποίο ξεκινάει το
overfitting δεν αλλάζει αισθητά. Παρόλα αυτά, πρέπει να αναλογιστούµε πως πλέον υπάρ-
χουν σχεδόν έξι ϕορές περισσότερα δεδοµένα, µε αποτέλεσµα σε κάθε εποχή το δίκτυο να
δέχεται πολύ περισσότερα δεδοµένα. Εποµένως συνολικά, η εκπαίδευση ϐελτιώνεται αισθη-
τά, και δεν οδηγείται το δίκτυο σε κορεσµό το ίδιο γρήγορα.
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Κεφάλαιο 4. Σχεδιασµός Πειραµάτων

Σχήµα 4.9: Γραφική Παράσταση Μοντέλου OAF Org µε Augmented Dataset.

Σχήµα 4.10: Γραφική Παράσταση Μοντέλου OAF Recc µε Augmented Dataset.
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4.5.1 Data Augmentation

Σχήµα 4.11: Γραφική Παράσταση Μοντέλου OAF Mixed µε Augmented Dataset.
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Κεφάλαιο 4. Σχεδιασµός Πειραµάτων

4.5.2 Μεταφορά Μάθησης από Εκπαιδευµένο Μοντέλο

Μια άλλη τεχνική που χρησιµοποιήθηκε είναι η µεταφορά µάθησης από προ-εκπαιδευµένο
µοντέλο. Η µεταφορά µάθησης ϐασίζεται στην ιδέα πως µπορούµε να χρησιµοποιήσουµε
ένα µοντέλο που είναι ήδη εκπαιδευµένο σε ένα πρόβληµα σχετικό µε το δικό µας, ως αρχή
για να έχουµε καλύτερα αποτελέσµατα κατά την εκπαίδευση.

Για το προ-εκπαιδευµένο µοντέλο, χρησιµοποιήθηκε η υλοποίηση του Onsets and Frames
από τον Jong Wook Kim [12]. Η υλοποίηση αυτή διαφέρει ελάχιστα από τις δικές µας, στο
γεγονός πως υπάρχει ένα επιπλέον Offset Head το οποίο ανιχνεύει τα offsets των νοτών, ενώ
είναι εκπαιδευµένο σε µουσική πιάνου. Η χροιά της κιθάρας και του πιάνου δεν είναι ιδια-
ίτερα διαφορετικές, ενώ ο ήχος παράγεται µε παρόµοιο τρόπο (χτύπηµα σε χορδή), οπότε
περιµένουµε πως η εκπαίδευση που έχει ήδη γίνει ϑα είναι χρήσιµη.

Για την προσαρµογή στα δικά µας δεδοµένα, αλλάζουµε τα επίπεδα που αφορούν τα
features του πιάνου µε stringfrets, διατηρώντας τα ϐάρη στα υπόλοιπα εκπαιδευµένα ε-
πίπεδα. Το δίκτυο ϕαίνεται στο σχήµα 4.12, στο οποίο τα σκιαγραφηµένα κελιά είναι αυτά
που αλλάχθηκαν, ενώ τα υπόλοιπα παρέµειναν ίδια.

Σχήµα 4.12: Αρχιτεκτονική Μοντέλου OAF Pre Trained.

Η γραφική παράσταση της εκπαίδευσης του νευρωνικού ϕαίνεται στο σχήµα 4.13.
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4.5.2 Μεταφορά Μάθησης από Εκπαιδευµένο Μοντέλο

Σχήµα 4.13: Εκπαίδευση Μοντέλου OAF Pre Trained.

∆ιπλωµατική Εργασία 77





Κεφάλαιο 5

Αξιολόγηση Μοντέλων

Στο κεφάλαιο αυτό περιγράφεται η αξιολόγηση των µοντέλων που αναπτύχθηκαν και τα
συµπεράσµατα που προκύπτουν από τα πειράµατα. Αναλύονται επιπλέον οι µετρικές

που χρησιµοποιήθηκαν για την αξιολόγηση.

5.1 Μετρικές

5.1.1 Βασικές Μετϱικές Νευϱωνικών ∆ικτύων

Στα προβλήµατα ταξινόµησης, για να κατανοήσουµε την απόδοση ενός δικτύου, κατηγο-
ϱιοποιούµε τις προβλέψεις σε 4 κατηγορίες που ϕαίνονται στον πίνακα 5.1. Τα true/false
positive/negative αναφέρονται στην κατηγοριοποίηση µε δύο κλάσεις.

Πρόβλεψη Πραγµατική Τιµή Ονοµασία Εξήγηση

1 1 True Positive (TP) Θετική Πρόβλεψη ήταν Θετική
0 1 True Negative (TN) Θετική Πρόβλεψη ήταν Αρνητική
1 0 False Positive (FP) Αρνητική Πρόβλεψη ήταν Θετική
0 0 False Negative (FN) Αρνητική Πρόβλεψη ήταν Αρνητική

Πίνακας 5.1: Κατηγοριοποίηση αποτελεσµάτων Ταξινόµησης

Με ϐάση αυτά ορίζονται οι ϐασικές µετρικές που χρησιµοποιούνται για την αξιολόγηση
της ταξινόµησής. Το F1-score είναι η ϐασική µετρική που χρησιµοποιούµε για την αξιο-
λόγηση, και αποτελεί τον αρµονικό µέσο όρο των δύο άλλων µετρικών.

• Accuracy = TP+TN
TP+TN+FP+FN =

πλήθος σωστών προβλέψεων
πλήθος δειγµάτων

• Precision = TP
TP+FP =

πλήθος σωστών ϑετικών προβλέψεων
πλήθος ϑετικών προβλέψεων

• Recall = TP
TP+FN =

πλήθος σωστών ϑετικών προβλέψεων
πλήθος ϑετικών δειγµάτων

• F1-Score = 2 ∗ Precission∗Recall
Precission+Recall

5.1.2 Μετϱικές Αξιολόγησης Μουσικής

Για την αξιολόγηση των αποτελεσµάτων των δικτύων, χρησιµοποιήθηκαν µετρικές που
παρέχονται από την ϐιβλιοθήκη mir_eval ([13], [14]). Οι µετρικές αυτές ϐασίζονται στις
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Κεφάλαιο 5. Αξιολόγηση Μοντέλων

µετρικές που αναφέρθηκαν στην προηγούµενη ενότητα, αλλά είναι προσαρµοσµένες στην
επεξεργασία ήχου.

Για την αναπαράσταση των νοτών χρησιµοποιείται το piano roll representation, δηλα-
δή αναπαράσταση σε νότες MIDI, το οποίο εύκολα προσαρµόζεται για την αναπαράσταση
stringfret. ∆εδοµένων δύο συνόλων νοτών, υπολογίζεται το πλήθος των νοτών που ταιριάζουν
µε τις νότες αναφοράς και το πλήθος που δεν ταιριάζουν. Με ϐάση αυτά, υπολογίζονται τα
precission, recall, f1-score. Ο ορισµός του πότε δύο νότες είναι ίδιες, ορίζεται στο [14].

Ο υπολογισµός αυτός γίνεται µε δύο τρόπους. Σαν πρώτη περίπτωση, µια νότα ϑεωρείται
σωστή αν το onset της ϐρίσκεται σε εύρος +−50ms από τη νότα αναφοράς και η ϑεµελιώδης
συχνότητα της νότας (F0) ϐρίσκεται σε απόσταση ενός τετάρτου του τόνου από τη νότα ανα-
ϕοράς (σε αυτό το στάδιο δεν εξετάζεται η διάρκεια). Σε µια δεύτερη περίπτωση, απαιτείται
να ισχύουν τα παραπάνω, και επιπλέον η διάρκεια της νότας να έχει το πολύ σφάλµα 20 %
από τη νότα αναφοράς, ή το offset να ϐρίσκεται σε εύρος + − 50ms από τη νότα αναφοράς,
όποιο είναι µεγαλύτερο.

Εποµένως, για τις µετρικές αξιολόγησης των νοτών, χρησιµοποιούµε δύο ϐασικές µετρι-
κές :

• metric/stringfret/f1 : Μέθοδος mir_eval.transcription.precision_recall_f1_overlap,
µε επιλογή offset_ratio απενεργοποιηµένη, το οποίο αναφέρεται µόνο στα onsets των
νοτών και όχι στα offsets.

• metric/stringfret-with-offsets/f1 : Μέθοδος mir_eval.transcription.precision_recall_-
f1_overlap, µε επιλογή offset_ratio ενεργοποιηµένη, το οποίο λαµβάνει υπόψιν και τα
offsets των νοτών.

Για την αξιολόγηση των frames χρησιµοποιείται µια επιπλέον µετρική, το mir_eval.multipitch,
το οποίο αποσκοπεί στην αξιολόγηση κοµµατιών µε περισσότερες από µία ϑεµελιώδεις συ-
χνότητες σε κάθε frame (όπως προφανώς η µουσική της κιθάρας). Για αυτό το λόγο χρησι-
µοποιείται το metric/stringfret-frame/f1, το οποίο προκύπτει από τις αντίστοιχες µετρικές.

5.2 Αξιολόγηση των Μοντέλων

5.2.1 Αξιολόγηση Αρχικών Μοντέλων

Σε αυτή την ενότητα παρουσιάζονται τα αποτελέσµατα των αρχικών πειραµάτων για τα
διάφορα µοντέλα. Οι συνολικές µετρικές προκύπτουν από τον µέσο όρο των µετρικών για
κάθε δείγµα του Test Dataset.

Μετρική F1 Precission Recall

stringfret 0.956 0.973 0.941
stringfret-with-offsets 0.767 0.779 0.757

stringfret-frame 0.935 0.887 0.936

Πίνακας 5.2: Αποτελέσµατα µοντέλου OAF Org
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5.2.2 Αξιολόγηση Μοντέλων µε Augmented Dataset

Μετρική F1 Precission Recall

stringfret 0.297 0.638 0.210
stringfret-with-offsets 0.003 0.005 0.002

stringfret-frame 0.048 0.944 0.028

Πίνακας 5.3: Αποτελέσµατα µοντέλου OAF Conv

Μετρική F1 Precission Recall

stringfret 0.929 0.934 0.928
stringfret-with-offsets 0.010 0.010 0.010

stringfret-frame 0.186 0.754 0.075

Πίνακας 5.4: Αποτελέσµατα µοντέλου OAF Recc

Μετρική F1 Precission Recall

stringfret 0.934 0.942 0.929
stringfret-with-offsets 0.010 0.010 0.010

stringfret-frame 0.190 0.920 0.064

Πίνακας 5.5: Αποτελέσµατα µοντέλου OAF Mixed

Στα πρώτα πειράµατα παρατηρούµε ξεκάθαρα πως όλα τα µοντέλα εκτός από το OAF
Conv έχουν εξίσου καλή απόδοση στην ανίχνευση των Onsets των νοτών. Το µοντέλο OAF
Conv από την άλλη έχει πολύ κακή απόδοση σε όλες τις µετρικές, οπότε δεν χρησιµοποιηθεί
σε περαιτέρω πειράµατα.

Η µεγάλη διαφορά µεταξύ του αρχικού µοντέλου και των µοντέλων που µετατρέπουν την
έξοδο MIDI σε έξοδο stringfret, είναι πως έχουν σηµαντικά µικρότερο F1-score σε ότι αφορά
τις διάρκειες των νοτών.

5.2.2 Αξιολόγηση Μοντέλων µε Augmented Dataset

Μετρική F1 Precission Recall

stringfret 0.957 0.967 0.949
stringfret-with-offsets 0.840 0.834 0.848

stringfret-frame 0.944 0.998 0.962

Πίνακας 5.6: Αποτελέσµατα µοντέλου OAF Org

Μετρική F1 Precission Recall

stringfret 0.859 0.905 0.822
stringfret-with-offsets 0.010 0.010 0.010

stringfret-frame 0.179 0.957 0.102

Πίνακας 5.7: Αποτελέσµατα µοντέλου OAF Recc

Παρατηρούµε πως το η εκπαίδευση σε µεγαλύτερο dataset ϐελτίωσε σε µικρό ϐαθµό τα
αποτελέσµατα των µετρήσεων. Συγκεκριµένα, για το µοντέλο OAF Org, το F1-score για τη
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Μετρική F1 Precission Recall

stringfret 0.934 0.942 0.929
stringfret-with-offsets 0.010 0.010 0.010

stringfret-frame 0.190 0.920 0.064

Πίνακας 5.8: Αποτελέσµατα µοντέλου OAF Mixed

µετρική stringfret-with-offsets αυξήθηκε από 0.767 σε 0.840, το οποίο αποτελεί σηµαντική
αύξηση.

Τα αποτελέσµατα για τα υπόλοιπα δίκτυα δείχνουν παρόµοια συµπεριφορά µε τα προη-
γούµενα πειράµατα. Αναγνωρίζονται σε πολύ καλό ϐαθµό τα onsets των νοτών, αλλά δεν
υπάρχει σωστή αναγνώριση των offsets.

5.2.3 Αξιολόγηση Προεκπαιδευµένου Μοντέλου µε Augmented Dataset

Στον ακόλουθο πίνακα παρουσιάζονται τα αποτελέσµατα της εκπαίδευσης του προ-εκπαιδευµένου
µοντέλου και της µεταφοράς µάθησης, στο αρχικό Dataset.

Μετρική F1 Precission Recall

stringfret 0.657 0.928 0.521
stringfret-with-offsets 0.530 0.755 0.419

stringfret-frame 0.687 0.966 0.556

Πίνακας 5.9: Αποτελέσµατα µοντέλου OAF Pre Trained

Παρατηρούµε ότι το µοντέλο αυτό έχει σχετικά καλή απόδοση σε όλες τις µετρικές, όχι
όµως εξίσου καλή µε το µοντέλο OAF Org. Επιπλέον, δεν πετυχαίνει εξίσου καλή αναγνώριση
των onsets µε κανένα από τα υπόλοιπα µοντέλα, που παρόλο που έχουν δυσκολία στην
αναγνώριση της διάρκειας, έχουν πολύ καλή απόδοση στην αναγνώριση των onsets. Αυτό το
µοντέλο µπορεί να ϑεωρηθεί ως ένα ενδιάµεσο µεταξύ των δύο, χωρίς όµως να είναι ιδιαίτερα
χρήσιµο για καµία από τις εφαρµογές µας.

5.2.4 Αξιολόγηση Μοντέλων µε Ακολουθίες 20 ∆ευτερολέπτων

Μια σηµαντική υπερπαράµετρος που επιλέχθηκε στην αρχή των πειραµάτων ήταν το
µήκος των ακολουθιών εισόδου. Στη δηµοσίευση [1], χρησιµοποιούνται ακολουθίες 20 δευ-
τερολέπτων, αλλά λόγω των µεγάλων κοµµατιών που χρησιµοποιούνται στο dataset, ϑεω-
ϱήθηκε πως αυτή η επιλογή δεν είναι σωστή για το GuitarSet. Κάποια κοµµάτια µάλιστα,
έχουν διάρκεια µικρότερη από 20 δευτερόλεπτα. Εποµένως, επιλέχθηκε να χρησιµοποιηθο-
ύν ακολουθίες 10 δευτερολέπτων.

΄Ενα τελευταίο πείραµα που έγινε ήταν ο έλεγχος της απόδοσης για ακολουθίες 20 δευτε-
ϱολέπτων. Τα πειράµατα εκτελέστηκαν µόνο για τα δύο καλύτερα σε απόδοση δίκτυα, OAF
Original, OAF Mixed, µε το αρχικό Dataset. Τα αποτελέσµατα ϕαίνονται στους ακόλουθους
πίνακες.

Και στις δύο περιπτώσεις, τα αποτελέσµατα είναι σχεδόν ίδια για τις δύο αρχιτεκτονικές.
Εποµένως, το µήκος των ακολουθιών δεν είχε σηµαντικό ϱόλο στα αποτελέσµατα της εκπα-
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5.3 Παράδειγµα µεταγραφής

Μετρική F1 Precission Recall

stringfret 0.952 0.963 0.944
stringfret-with-offsets 0.749 0.755 0.745

stringfret-frame 0.941 0.984 0.988

Πίνακας 5.10: Αποτελέσµατα µοντέλου OAF Org

Μετρική F1 Precission Recall

stringfret 0.869 0.821 0.821
stringfret-with-offsets 0.014 0.015 0.013

stringfret-frame 0.171 0.998 0.105

Πίνακας 5.11: Αποτελέσµατα µοντέλου OAF Org

ίδευσης. Αντιθέτως, οι µεγαλύτερες ακολουθίες οδήγησαν σε πιο χρονοβόρα εκπαίδευση του
δικτύου, εποµένως η επιλογή των ακολουθιών 10 δευτερολέπτων ήταν η σωστή.

5.3 Παράδειγµα µεταγραφής

Στη συνέχεια ϑα παρουσιάσουµε τις δυνατότητες µεταγραφής των πιο αποδοτικών µο-
ντέλων. Αρχικά, το καλύτερο µοντέλο που έχουµε στη διάθεση µας, είναι το OAF Org. Στην
εικόνα 5.1 ϕαίνεται η µεταγραφή ενός µουσικού κοµµατιού σε µορφή Piano Roll, δηλα-
δή νότες MIDI, µε την πάνω µεταγραφή να προκύπτει από τις δοσµένες σηµειώσεις, ενώ η
κάτω µεταγραφή προκύπτει από την έξοδο του δικτύου. Παρατηρούµε πως υπάρχει αρκετά
µεγάλη ακρίβεια µεταξύ των δύο αυτών µεταγραφών, επιβεβαιώνοντας τα πολύ υψηλά F1-
scores που προέκυψαν στα προηγούµενα πειράµατα. Η τρίτη µεταγραφεί προκύπτει από
την έξοδο του δικτύου OAF Recc. Παρατηρούµε ότι τα onsets των νοτών συµπίπτουν µε τα
δεδοµένα, αλλά λόγω της αδυναµίας στην ανίχνευση των offsets, οι νότες ουσιαστικά δεν
έχουν διάρκεια.

Η αναπαράσταση σε µορφή Piano Roll έγινε µέσω της εφαρµογής Digital Audio Worksta-
tion (DAW) Reaper. Χρειάστηκε επίσης µια εφαρµογή που να αποτυπώνει τη µεταγραφή σε
µορφή ταµπλατούρας. Προς αυτό, αναπτύχθηκε µια συνάρτηση που παράγει ταµπλατούρες
σε µορφή ASCII µε ϐάση τους κανόνες που αναφέρθηκαν στην ενότητα 5.2.2. Συγκεκρι-
µένα, ϑεωρούµε ότι δύο νότες ανήκουν σε µία συγχορδία, εάν η απόσταση µεταξύ τους είναι
µικρότερη των 50 ms. Με ϐάση αυτό, αποτυπώνουµε σε µορφή ASCII τις νότες εισόδου.

Στο σχήµα 5.2 ϕαίνεται η µεταγραφή του παραπάνω κοµµατιού σε µορφή ταµπλατούρας.
΄Οπως και πριν, η πάνω µεταγραφή προκύπτει από τις σηµειώσεις ενώ η δεύτερη µεταγραφή
προκύπτει από την έξοδο του νευρωνικού. ΄Οπως και πριν, παρατηρούµε αρκετά καλή α-
πόδοση, µε τις ταµπλατούρες που προκύπτουν να είναι σχεδόν ίδιες. Στην τρίτη µεταγραφή
που προκύπτει από την έξοδο του δικτύου OAF Recc, παρατηρούµε πως ενώ δεν είχαµε την
επιθυµητή µεταγραφή σε µορφή Piano Roll που ϑα ϑέλαµε, η µεταγραφή σε απλοποιηµένη
ταµπλατούρα είναι πολύ πιστή µε την αρχική είσοδο. Αυτό ήταν αναµενόµενο, καθώς σε
αυτή την αναπαράσταση χάνεται πληροφορία για τη διάρκεια των νοτών.
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Σχήµα 5.1: Παράδειγµα µεταγραφής σε αναπαράσταση Piano Roll
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5.3 Παράδειγµα µεταγραφής

Σχήµα 5.2: Παράδειγµα µεταγραφής σε αναπαράσταση ταµπλατούρας
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5.4 Σύγκριση µε υπάρχοντα αποτελέσµατα

΄Οπως αναφέρθηκε, τα µοντέλα µας στηρίζονται σε µεγάλο ϐαθµό στο έργο που παρου-
σιάζεται στο [1]. Σε αυτή την ενότητα ϑα συγκρίνουµε τα αποτελέσµατά µας µε αυτά που
παρουσιάζονται στη δηµοσίευση αυτή.

Μοντέλο Note F1 Frame F1 Note with offset

Onsets And Frames 0.783 0.823 0.502
OAF Org 0.956 0.935 0.767

OAF Conv 0.297 0.003 0.048
OAF Recc 0.929 0.186 0.186

OAF Mixed 0.934 0.010 0.190
OAF Pre Trained 0.657 0.530 0.687

Πίνακας 5.12: Σύγκριση απόδοσης νέων µοντέλων σε σχέση µε ήδη υπάρχων.

Παρατηρούµε ότι η απόδοση του µοντέλου OAF Org σε όλες τις µετρικές είναι πολύ
καλύτερη από το µοντέλο που παρουσιάζεται στην [1], µε τα υπόλοιπα µοντέλα να έχουν
εξίσου καλή απόδοση στη µετρική που αφορά τα onsets, µε εξαίρεση το OAF Conv. Αυτό µας
δείχνει σε πρώτο στάδιο, πως η αναπαράσταση που χρησιµοποιήθηκε ήταν κατάλληλη, αφού
επιτύχαµε καλύτερη απόδοση από το αρχικό µοντέλο. Παρόλα αυτά, πρέπει να λάβουµε
υπόψη πως το Dataset που χρησιµοποιήσαµε ήταν σηµαντικά µικρότερο από το MAESTRO
Dataset ([15]), οπότε οι µετρικές αυτές είναι πολύ πιο περιορισµένες. Συνεπώς, παρόλο που
η απόδοση των δικτύων είναι πολύ καλή, δε µπορούµε να παρουσιάσουµε µε σιγουριά πως
το µοντέλο ϑα είχε καλύτερη απόδοση σε ένα εξίσου µεγάλο Dataset.
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Επίλογος
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Κεφάλαιο 6

Επίλογος

Στο κεφάλαιο αυτό γίνεται σύνοψη της διπλωµατικής εργασίας και παρουσιάζονται τα
συµπεράσµατα που προκύπτουν από τα πειράµατα που διεξήχθησαν. Τέλος, παρου-

σιάζονται κάποιες µελλοντικές επεκτάσεις που µπορούν να εφαρµοστούν.

6.1 Σύνοψη

Στη διπλωµατική αυτή µελετήθηκε το πρόβληµα της µεταγραφής µουσικής κιθάρας σε
συµβολική αναπαράσταση και συγκεκριµένα σε αναπαράσταση ταµπλατούρας. Για το σκο-
πό αυτό χρησιµοποιήθηκε µια νέα αναπαράσταση των νοτών, παρόµοιας λογικής µε την
αναπαράσταση MIDI, ώστε πλέον για την µεταγραφή της ταµπλατούρας να απαιτείται µόνο
το onset και ο αριθµός της νότας, µε τη χορδή να είναι κωδικοποιηµένη µέσα στον αριθµό
αυτό. Στα πειράµατα έγινε προσπάθεια να καταγραφεί και η πληροφορία της διάρκειας των
νοτών, παρόλο που αυτό δεν απαιτείται για το απλοποιηµένο είδος ταµπλατούρας.

Η διαδικασία της αντιµετώπισης του προβλήµατος αυτού χωρίστηκε σε δύο τµήµατα.
Στο πρώτο τµήµα, έγινε η επεξεργασία των δεδοµένων του Dataset, και έγινε η µετατροπή
στην επιθυµητή αναπαράσταση τόσο της εισόδου, όσο και των ετικετών. ΄Εγιναν επίσης οι
απαραίτητες µετατροπές ώστε να αποκτήσουµε περισσότερα δεδοµένα µε τη µορφή του Data
Augmentation, καθώς και η προετοιµασία των ηχητικών κοµµατιών εισόδου ώστε να είναι
ευκολότερη η διαχείρισή τους.

Στο δεύτερο ϐήµα, έχοντας ως ϐάση τη δουλειά που έγινε στο [1], αναπτύχθηκαν µοντέλα
που ϐασίζονται κατά κύριο λόγο στην αρχιτεκτονική του µοντέλου Onsets and Frames. Στο
πρώτο είδος µοντέλου που χρησιµοποιήθηκε, αποσκοπούσε στην απευθείας µεταγραφή σε
αναπαράσταση κιθάρας, ενώ στο δεύτερο είδος µοντέλου, εκτελούµε πρώτα µεταγραφή σε
αναπαράσταση MIDI (δηλαδή ταµπλατούρα) και στη συνέχεια προσπαθούµε να µετατρέψου-
µε την αναπαράσταση αυτή σε µορφή ταµπλατούρας. Χρησιµοποιήθηκαν διάφορες τεχνικές
για την αποφυγή του overfitting, όπως το Early Stopping και το Data Augmentation και
ελέγχθηκε η µεταφορά µάθησης από εκπαιδευµένο µοντέλο [1].

Τέλος, χρησιµοποιήθηκαν οι κατάλληλες µετρικές για την αξιολόγηση της απόδοσης των
µοντέλων που αναπτύχθηκαν, µε ϐάση τη ϐιβλιοθήκη mir_eval ([13], [14]) . Τα αποτελέσµατα
συγκρίθηκαν µε υπάρχουσα µοντέλα που επιτελούν παρόµοιο έργο.

∆ιπλωµατική Εργασία 89



Κεφάλαιο 6. Επίλογος

6.2 Συµπεράσµατα

Αρχικά, ϑα σχολιάσουµε την απόδοση των επιµέρους µοντέλων στη µεταγραφή µουσικής
για κιθάρα.

Το µοντέλο OAF Org είναι µε διαφορά το καλύτερο σε απόδοση µοντέλο που αναπτύχθη-
κε, µε πολύ καλή αναγνώριση τόσο του onset των νοτών, όσο και της διάρκειας. Αυτό µπορεί
να δικαιολογηθεί λόγου του γεγονότος ότι ϐασίζεται σε υπάρχουσα δοκιµασµένη αρχιτεκτο-
νική, αλλά και στο ότι είναι το απλούστερο από τα µοντέλα. Το γεγονός ότι ένα µοντέλο
λιγότερες παραµέτρους, συχνά οδηγεί σε καλύτερη απόδοση.

Το µοντέλο OAF Conv είχε τη χειρότερη απόδοση από όλα τα µοντέλα, το οποίο οδηγεί στο
συµπέρασµα πως για τη µετατροπή από την αναπαράσταση παρτιτούρας σε αναπαράσταση
ταµπλατούρας, απαιτείται η χρήση των αναδροµικών δικτύων. Αυτό είναι λογικό, καθώς
τα συµφραζόµενα έχουν µεγάλη σηµασία στη µουσική, οπότε είναι λογικό πως η έλλειψη
ανίχνευσης αυτών να οδηγεί σε χειρότερη απόδοση.

Τα µοντέλα OAF Recc και OAF Mixed πετυχαίνουν παρόµοια απόδοση µεταξύ τους.
Παρόλο που πετυχαίνουν αντάξια απόδοση στην αναγνώριση των onsets των νοτών µε το
OAF Org, αποτυγχάνουν να αναγνωρίσουν την πληροφορία σε σχέση µε τη διάρκεια των
νοτών. Αυτό µπορεί να οφείλεται στην πιο περίπλοκη αρχιτεκτονική τους, καθώς και στην
αυξηµένη πολυπλοκότητα του προβλήµατος. Η απευθείας µεταγραφή σε ταµπλατούρα είναι
πιο απλή από τη µεταγραφή σε δύο στάδια.

Τα µοντέλα OAF Pre Trained εµφάνισε καλή απόδοση και στις δύο µετρικές, γεγονός που
δείχνει πως είναι πιο ευσταθές από τα OAF Recc και OAF Mixed, αφού δεν χάνει εντελώς την
πληροφορία για τη διάρκεια. Παρόλα αυτά, η σχετικά κακή απόδοση του στο πιο σηµαντικό
πρόβληµα, το οποίο είναι η αναγνώριση των onsets, µας οδηγεί στο να επιλέξουµε κάποιο
από τα άλλα µοντέλα ως πιο επιθυµητό.

Αναφορικά µε το Data Augmentation, το µεγαλύτερο πλήθος δεδοµένων ϐοήθησε σε
µικρό ϐαθµό στην καταπολέµηση του ϕαινοµένου overfitting, καθώς αυτό εµφανίστηκε στο
ίδιο πλήθος εποχών, αλλά για πολύ περισσότερα δεδοµένα σε κάθε εποχή. Τέλος, το µήκος
των δειγµάτων εισόδου παρατηρήθηκε πως δεν επιφέρει κάποια διαφορά στην απόδοση των
δικτύων, ενώ αυξάνει το χρόνο που χρειάζονται για να εκπαιδευτούν, οπότε η αρχική επιλογή
των 10 δευτερολέπτων ήταν κατάλληλη.

Συνολικά, µπορούµε να συµπεράνουµε πως τα νέα µοντέλα επιτελούν το σκοπό της εργα-
σίας µας σε ικανοποιητικό ϐαθµό. Η αναπαράσταση που χρησιµοποιήθηκε ήταν κατάλληλη
και αυτό ϕαίνεται από την πολύ καλή απόδοση της υπάρχουσας αρχιτεκτονικής του µοντέλου
OAF Org, η οποία προσαρµόστηκε πλήρως στο πρόβληµά µας.

Για το συγκεκριµένο σκοπό της µεταγραφής σε ταµπλατούρα, µπορεί να αγνοηθεί η
παράµετρος της διάρκειας στις νότες, στην περίπτωση που υπάρχει η απλουστευµένη ανα-
παράσταση τύπου ASCII. Σε αυτή την περίπτωση, τα µοντέλα OAF Org, OAF Recc και OAF
Mixed έχουν εξίσου καλή απόδοση στη µεταγραφή, αφού λαµβάνεται ουσιαστικά υπόψη
µόνο η κεφαλή onset. Εποµένως, µπορούµε να ϑεωρήσουµε πως για το συγκεκριµένο αυτό
πρόβληµα, οι 3 αυτές αρχιτεκτονικές αποτελούν µια καλή λύση.

Παρόλο που µε την ανάπτυξη των νέων µοντέλων δεν καταφέραµε να πετύχουµε καλύτερη
απόδοση από το OAF Org, µπορούµε να καταλήξουµε στο συµπέρασµα πως µε τη χρήση του
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νέου Dataset GuitarSet και της αναπαράστασης σε stringfret, επιλύουµε σε ικανοποιητικό
ϐαθµό το πρόβληµα µεταγραφής µουσικής κιθάρας, τόσο σε αναπαράσταση ταµπλατούρας,
όσο και σε αναπαράσταση MIDI.

6.3 Μελλοντικές Επεκτάσεις

Οι µελλοντικές επεκτάσεις ϑα µπορούσαν να αφορούν διάφορες κατευθύνσεις. Μια
πρώτη κατεύθυνση αφορά την αρχιτεκτονική των δικτύων και είναι η αναγνώριση των off-
sets των νοτών µε ξεχωριστή κεφαλή του δικτύου. ΄Οπως αναφέρθηκε, τα onsets των νοτών
είναι ένα από τα πιο ϐασικά χαρακτηριστικά τους, αλλά σηµαντικό ϱόλο παίζουν και τα off-
sets, τα οποία ορίζουν τη διάρκεια των νοτών. Πιθανών µε τη ϐοήθεια της πληροφορίας των
offsets να ϐοηθηθεί η απόδοση των δικτύων που αδυνατούν να αποκτήσουν πληροφορία για
τη διάρκεια των νοτών.

΄Ενα άλλο µειονέκτηµα των υλοποιήσεών µας είναι πως απαιτούν ολόκληρο το ηχογρα-
ϕηµένο κοµµάτι ως είσοδο, αφού απαιτούν συγκεκριµένο µέγεθος εισόδου. Η τροποποίηση
των αρχιτεκτονικών ϑα µπορούσε να γίνει ώστε αυτές να µπορούν να κάνουν τη µεταγραφή
σε πραγµατικό χρόνο, το οποίο ϑα ϐοηθούσε σε διάφορους τοµείς, όπως η εκµάθηση της
µουσικής.

Μια άλλη µελλοντική επέκταση που χρειάζεται είναι ένα µεγαλύτερο dataset. ΄Οπως
αναφέρθηκε, το GuitarSet είναι πολύ µικρό σε σχέση µε datasets τα οποία είναι διαθέσιµα
για µουσική πιάνου (MAPS, MAESTRO), το οποίο περιορίζει σαφώς τη δυνατότητα εκπαίδευ-
σης. ΄Ενα µεγαλύτερο dataset, τόσο σε πλήθος, όσο και σε διάρκεια κοµµατιών ϑα ϐοηθούσε
σηµαντικά στην εκπαίδευση ισχυρότερων δικτύων.

Μια άλλη κατεύθυνση στην οποία µπορούµε να κινηθούµε είναι η µεταφορά χροιάς
των οργάνων. Στο [16] παρουσιάζεται η δυνατότητα µεταφοράς χροιάς ενός οργάνου σε ένα
άλλο. Παρόλο που τα όργανα στα οποία η µετατροπή αυτή είναι δυνατή αυτή τη στιγµή,
είναι ίσως δυνατό να µετατρέψουµε τον ήχο της κιθάρας σε ήχο πιάνου, και µε ϐάση αυτό να
κάνουµε µεταγραφή της µουσικής (πλέον σε µορφή πιάνου) µε τη χρήση έτοιµων και ισχυρών
µοντέλων. Παρόλα αυτά, ϑα χρειαστεί ξανά µετατροπή σε αναπαράσταση ταµπλατούρας,
αυξάνοντας την πολυπλοκότητα περαιτέρω.

Μια τελευταία επέκταση ϑα ήταν η χρήση διαφορετικού τύπου εισόδου. Προς το παρών,
χρησιµοποιούµε ως είσοδο ολόκληρο το ϕασµατογράφηµα του ήχου εισόδου. Παρόλα αυτά,
είναι δυνατό µέσω τεχνικών επεξεργασίας σήµατος (F0 - detection) να αναγνωρίσουµε τις
νότες του κοµµατιού και να περάσουµε αυτές ως είσοδο στο δίκτυο. Πιθανόν µια τέτοια
αναπαράσταση να διευκολύνει την εκπαίδευση, αφού τα πρότυπα ϑα είναι πιο ξεκάθαρα,
και η είσοδος µικρότερη.
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Παράρτηµα Αʹ

Τεχνολογίες που Χρησιµοποιήθηκαν

Για την υλοποίηση της διπλωµατικής χρησιµοποιήθηκε κατά κύριο λόγο η γλώσσα προ-
γραµµατισµού Python. Για την ανάπτυξη και εκπαίδευση των δικτύων χρησιµοποιήθηκε
το framework pytorch, καθώς και άλλες ϐιβλιοθήκες, όπως το scikit-learn που παρέχει
µεθόδους µηχανικής µάθησης και το matplotlib για την παρουσίαση των δεδοµένων σε γρα-
ϕικές παραστάσεις. Επιπλέον, χρησιµοποιήθηκε η ϐιβλιοθήκη jams για το διάβασµα των
αρχείων εισόδου από το dataset. Η εκπαίδευση των δικτύων έγινε στην πλατφόρµα Google
Colab, µε σκοπό την εκµετάλλευσή των πόρων που παρέχονται.

Χρησιµοποιήθηκαν επιπλέον αρκετές ϐιβλιοθήκες επεξεργασίας σήµατος. Αρχικά, µε
το λογισµικό ffmpeg [11] έγιναν οι απαραίτητες µετατροπές στα ηχητικά δεδοµένα εισόδου,
όπως η αλλαγή συχνότητας δειγµατοληψίας. Μέσω της ϐιβλιοθήκης librosa ([17]) έγιναν
διάφοροι µετασχηµατισµοί και επεξεργασία σήµατος.. Επίσης χρησιµοποιήθηκαν οι ϐιβλιο-
ϑήκες mido και soundfile για την ανάγνωση και εγγραφή αρχείων MIDI.

Το Dataset ([5]) που χρησιµοποιήθηκε για την εκπαίδευση και την αξιολόγηση των µο-
ντέλων είναι το GuitarSet. Το dataset αυτό αποτελείται από κοµµάτια κιθάρας µε τις α-
ντίστοιχες σηµειώσεις για κάθε νότα που παίζεται. ΄Οπως αναφέρεται στην αντίστοιχη δη-
µοσίευση [4], παρόλο που η κιθάρα και το πιάνο είναι εξίσου δηµοφιλή, τα dataset που
αφορούν επιβλεπόµενη µάθηση µουσικής αφορούν αποκλειστικά το πιάνο (MAPS, MAE-
STRO). Εποµένως, το GuitarSet είναι ιδιαίτερα χρήσιµο για τη δηµιουργία µοντέλων που
δεν αφορούν αποκλειστικά το πιάνο.

Το GuitarSet αποτελείται από 360 κοµµάτια µήκους σχεδόν 30 δευτερολέπτων. Τα
κοµµάτια αυτά δηµιουργήθηκαν από έξι διαφορετικούς παίχτες, δεδοµένων 30 διαφορε-
τικών οδηγών (lead sheets) που αποτελούνται από διάφορα είδη µουσικής (Rock, Singer-
Songwriter, Bossa Nova, Jazz, Funk), ακολουθίες και ϱυθµούς. Κάθε κοµµάτι έχει δύο
παραλλαγές, µία είναι η συνοδεία, η οποία περιέχει κυρίως συγχορδίες, και η άλλη είναι το
solo, που περιέχει κυρίως µελωδίες.

Οι ηχογραφήσεις έγιναν µέσω µαγνητών και µικρόφωνου, µε τους µαγνήτες να προσ-
δίδουν την καλύτερη πιστότητα. Χρησιµοποιήθηκε ειδικός εξαφωνικός µαγνήτης που κατα-
γράφει το σήµα της κάθε χορδής ξεχωριστά, το οποίο χρησιµοποιείται στο annotation των
δεδοµένων. Το annotation δίνεται σε µορφή αρχείου JAMS, τα οποία περιέχουν πληροφο-
ϱίες για το τονικό ύψος και τη χροιά της νότας που παίζεται, µεταξύ άλλων.

Η κύρια κατηγορία annotation που αφορά την εφαρµογή είναι τα midi note annoti-
ations. Σε αυτά καταγράφεται για κάθε χορδή ξεχωριστά πληροφορία για τις νότες που
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παίζονται, σε αναπαράσταση midi, καθώς και τα onsets και offsets της νότας, τα οποία είναι
τα ϐασικά χαρακτηριστικά που χρειαζόµαστε για τη µάθηση.
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ϐλπ ϐλέπε
κ.λπ. και λοιπά
κ.ο.κ και ούτω καθεξής
MIR Music Information Retrieval
MIDI Musical Instrument Digital Interface
MLP Multi Layer Perceptron
CNN Convolutional Neural Network
RNN Recurrent Neural Network
LSTM Long Term Short Term Memory
DAW Digital Audio Workstation
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Απόδοση ξενόγλωσσων όρων

Απόδοση Ξενόγλωσσος όρος
Ανάκτηση Μουσικής Πληροφορίας Music Information Retrieval
Συνολο ∆εδοµενων Dataset
µεταγραφή transcription
παρτιτουρα sheet music
ταµπλατούρα tablature
έναρξη onset
λήξη offset
διάρκεια duration
ηχόχρωµα timbre
ϕασµατογράφηµα spectrogram
οπλισµός key signature
συχνότητα δειγµατοληψίας sample rate
κάδοι συχνοτήτων frequency bins
δίκτυα πρόσθιας τροφοδότησης feedforward networks
πόλωση bias
ϐαθµωτή κατάβαση gradient descent
ταξινόµηση classification
κλάση class
ταµπέλα label
οδηγός lead sheet
επαναδειγµατοληψια resampling
χαρακτηριστικό feature
ϱυθµός µάθησης learning rate
δείγµα sample
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