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Περίληψη

Με τις ολοένα και αυξανόµενες δορυφορικές αποστολές, η γεωπαρατήρηση και η τηλεπι-
σκόπηση εµφανίζουν ταχεία πρόοδο τα τελευταία χρόνια και χρησιµοποιούνται σε εφαρµογές
όπως η παρακολούθηση του οικοσυστήµατος και η πρόληψη ϕυσικών καταστροφών. Πα-
ϱάλληλα, µε την άνοδο της µηχανικής µάθησης στην υπολογιστική όραση και την ανάγκη
για αποδοτικότερη παρατήρηση, αναπτύσσονται συνεχώς νέα εργαλεία, ϐασισµένα στα Συ-
νελικτικά Νευρωνικά ∆ίκτυα, τα οποία χρησιµοποιούν εικόνες τηλεπισκόπησης µε σκοπό τη
χαρτογράφηση και τον εντοπισµό αλλαγών στην επιφάνεια της Γης σε επίπεδο εικονοστοι-
χείου. Μια τέτοια ειδικότερη εφαρµογή είναι η παρακολούθηση των δασικών εκτάσεων, η
οποία, λαµβάνοντας υπόψη την απειλή της αποψίλωσης των δασών, κρίνεται στις µέρες µας
ιδιαιτέρως αναγκαία. Ωστόσο, οι ανοιχτά διαθέσιµες εικόνες τηλεπισκόπησης δεν παρουσι-
άζουν υψηλή χωρική ανάλυση. ΄Ενας τρόπος για να αντιµετωπιστεί αυτό είναι η αύξηση της
χωρικής ανάλυσης των εικόνων µε χρήση ειδικών αρχιτεκτονικών Νευρωνικών ∆ικτύων, των
∆ικτύων Υπερανάλυσης Εικόνας.

Στόχος της παρούσας διπλωµατικής είναι η υλοποίηση ενός συστήµατος Μηχανικής
Μάθησης, το οποίο ϑα επεξεργάζεται δορυφορικές εικόνες ώστε να εντοπίσει δασικές ε-
κτάσεις µε τη µέθοδο της σηµασιολογικής κατάτµησης, η οποία αναγνωρίζει τα εικονοστοι-
χεία που αντιστοιχούν σε δάση. Αρχικά, δηµιουργείται ένα σύνολο δεδοµένων από εικόνες
τηλεπισκόπησης της δορυφορικής αποστολής Sentinel-2 και τις αντίστοιχες ετικέτες τους,
οι οποίες προέρχονται από το OpenStreetMap. ΄Επειτα, χρησιµοποιείται ένα ∆ίκτυο Υπε-
ϱανάλυσης Εικόνας, το οποίο αυξάνει την ανάλυση των εικόνων και των ετικετών και έτσι
προκύπτουν δύο σύνολα δεδοµένων, ένα µε εικόνες χωρίς υπερανάλυση και ένα µε εικόνες
µε υπερανάλυση. ΄Υστερα, εκπαιδεύονται και εξετάζονται 3 µοντέλα σηµασιολογικής κα-
τάτµησης πάνω στα σύνολα αυτά και µελετούνται τόσο οι επιδόσεις των µοντέλων µεταξύ
τους, όσο και η επίδραση του συνόλου µε υπερανάλυση στις αποδόσεις των µοντέλων. Τέλος,
παρατίθενται τα συµπεράσµατα της παραπάνω πειραµατικής διαδικασίας και συζητούνται
πιθανές ϐελτιώσεις και επεκτάσεις.

Λέξεις Κλειδιά

∆ορυφορική Τηλεπισκόπηση, Εντοπισµός ∆ασών, Sentinel-2, OpenStreetMap, Βαθιά
Μηχανική Μάθηση, Συνελικτικά Νευρωνικά ∆ίκτυα, Σηµασιολογική Κατάτµηση, Υπερα-
νάλυση Εικόνας, ∆ίκτυα κωδικοποιητή-αποκωδικοποιητή, Μετασχηµατιστές, Αναγεννητικά
Ανταγωνιστικά ∆ίκτυα, ESRGAN, ResUNet-a, DeepLabv3+, Swin Transformer
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Abstract

With the ever-increasing amount of satellite missions in orbit, Earth observation and
remote sensing have advanced rapidly and are applied in a multitude of fields, such
as ecosystem monitoring and natural disaster prevention. At the same time, due to
the remarkable progress of Machine Learning in Computer Vision, combined with the
need for more efficient observations, more and more tools are developed, which rely on
Convolutional Neural Networks and attempt to map and detect pixel-scale changes on
the Earth’s surface. Such an application is forest monitoring, which is deemed nowadays
highly critical, considering the threat of deforestation on a global scale. However, the
spatial resolution of available open-source satellite imagery is not sharp enough. One way
to address this issue is to augment the spatial resolution using special Neural Network
architectures, the Image Super Resolution Networks.

This diploma thesis aims to the development of a Machine Learning system, which
processes satellite images in order to detect forest areas with the Semantic Segmentation
method, which identifies the image pixels belonging to a forest area. Initially, a dataset is
created which comprises of remote sensing images from the Sentinel-2 satellite mission a-
long with the corresponding ground truth labels, which are collected from OpenStreetMap.
After this, an Image Super Resolution architecture is used, which increases the resolu-
tion of the images and labels, resulting in having two datasets, one with super-resolved
images and one with the original images. Then 3 Semantic Segmentation networks are
trained and tested on the two datasets. The performance of the networks compared to
one another, as well as the effect of the super-resolved dataset on the performance of the
networks, are examined. Finally, conclusions on the aforementioned process are drawn
and potential improvements and extensions are discussed.

Keywords

Remote Sensing, Forest Detection, Sentinel-2, OpenstreetMap, Deep Learning, Co-
nvolutional Neural Networks, Semantic Segmentation, Image Super Resolution, Encoder-
decoder networks, Transformers, Generative Adversarial Networks, ESRGAN, ResUNet-a,
DeepLabv3+, Swin Transformer
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Κεφάλαιο 1

Εισαγωγή

Τα δάση καλύπτουν περίπου το ένα τρίτο της χερσαίας επιφάνειας της Γης και αποθηκε-
ύουν περίπου το 45% του παγκόσµιου άνθρακα. Περίπου η µισή από την έκτασή τους

αποτελείται από τροπικά δάση, των οποίων τα δέντρα συλλέγουν κατά µέσο όρο 50% παρα-
πάνω άνθρακα από τα δέντρα άλλων δασών [15]. Εκτός από κρίσιµο παράγοντα ϱύθµισης
του παγκόσµιου κλίµατος, τα δάση συµβάλλουν κοινωνικά, οικονοµικά και αισθητικά στην
Ϲωή των ανθρώπων. [16] Είναι κοινώς αποδεκτό ότι τα δάση προσφέρουν πολύ καλή προ-
στασία από τη διάβρωση εξαιτίας της ϐροχής, του ανέµου και των παράκτιων κυµάτων, ενώ
οι ϱίζες των δέντρων ϐοηθούν και στη σκληρότητα του εδάφους. Επίσης, ένα µεγάλο µέρος
του διαθέσιµου πόσιµου νερού προέρχεται από ϕυσικά ή τεχνητά δάση και τουλάχιστον το
ένα τρίτο από τις µεγαλύτερες πόλεις του κόσµου αντλούν νερό από δασικές περιοχές [17].
Επιπλέον, τα δάση αποτελούν σηµαντικές πηγές ενέργειας ιδιαίτερα στον αναπτυσσόµενο
κόσµο µε τη µορφή ξυλείας.

Ωστόσο, ο ανθρώπινος παράγοντας παρεµβαίνει στα δάση, µειώνοντας την έκτασή τους για
αγροτικές και κτηνοτροφικές δραστηριότητες και για την επέκταση πόλεων [18]. Η αλλαγή
αυτή της επιφάνειας της Γης παίζει καίριο ϱόλο στην κλιµατική αλλαγή. Η αποψίλωση των
δασών είναι µια παγκόσµια απειλή, όχι µόνο γιατί διαταράσσει τα ϕυσικά περιβάλλοντα και
τη ϐιοποικιλότητα, αλλά και γιατί έχει επιπτώσεις στο κλίµα µε την απελευθέρωση αερίων του
ϑερµοκηπίου και συγκεκριµένα του διοξειδίου του άνθρακα. Η εκποµπή µεγάλης ποσότητας
διοξειδίου του άνθρακα επιφέρει την υπερθέρµανση του πλανήτη και κατά συνέπεια την
διαταραχή των οικοσυστηµάτων και την εµφάνιση ακραίων ϕαινοµένων και καταστροφών.

Η παρακολούθηση των δασών επιτρέπει την καταγραφή των αλλαγών. Η συχνή και α-
κριβής παρακολούθηση συµβάλλει στη λήψη µέτρων για την προστασία και διατήρηση των
δασών ώστε να διασφαλιστεί ο ϱόλος των δασών στο περιβάλλον και τον άνθρωπο [18]. Η ση-
µασία της παρακολούθησης των δασών είναι καίρια, όπως τονίζεται σε διεθνή πλαίσια, όπως
το Πλαίσιο των Ηνωµένων Εθνών για την Κλιµατική Αλλαγή (United Nations Framework
Convention on Climate Change). Κύριο µέληµα των συστηµάτων παρακολούθησης είναι η
καταγραφή των δασικών εκτάσεων καθώς και των µεταβολών τους, αλλά και των επιπέδων
άνθρακα. Στο έργο αυτό, η γεωπαρατήρηση έχει σηµαντική συµβολή, καθώς ολοένα και
περισσότερες δορυφορικές αποστολές και τεχνολογίες είναι αφιερωµένες στην παρατήρηση
της επιφάνειας της Γης ή και σε τµήµατά της όπως οι δασικές περιοχές, και της ανακλώµε-
νης από αυτή ηλιακής ακτινοβολίας, παράγοντας έναν µεγάλο όγκο δεδοµένων δουρφορικής
τηλεπισκόπησης (remote sensing) [19].
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Παράλληλα, η άνοδος της Μηχανικής Μάθησης και συγκεκριµένα του κλάδου της Υ-
πολογιστικής ΄Ορασης έχει συγκεντρώσει το ενδιαφέρον της ερευνητικής κοινότητας για την
επεξεργασία αυτού του όγκου δεδοµένων, που αποτελείται στο µεγαλύτερο µέρος του από
δορυφορικές εικόνες. Τα Συνελικτικά Νευρωνικά ∆ίκτυα, ο ϑεµελιώδης αλγόριθµος της Υπο-
λογιστικής ΄Ορασης, χρησιµοποιούνται πλέον σε όλο και περισσότερες σύγχρονες εφαρµογές
στο χώρο της γεωπαρατήρησης και του εντοπισµού αντικειµένων και αλλαγών στην επιφάνεια
της Γης. ΄Οσον αφορά την παρακολούθηση δασικών εκτάσεων, τα τελευταία χρόνια έχουν
αναπτυχθεί αρχιτεκτονικές Νευρωνικών ∆ικτύων και αλγόριθµοι που σχετίζονται µεταξύ άλ-
λων µε την καταγραφή δασικών εκτάσεων [20], της αποψίλωσης [21] και της πρόβλεψης
πιθανότητας πυρκαγιάς [22].

Ωστόσο, ένα συνηθισµένο πρόβληµα µε τέτοιες εφαρµογές είναι ότι οι διαθέσιµες open-
source δορυφορικές εικόνες τηλεπισκόπησης δεν είναι υψηλής ανάλυσης, ενώ η πρόσβαση
σε εικόνες υψηλότερης ανάλυσης είναι δύσκολη και δαπανηρή. Για τη διαχείριση τέτοιων
εικόνων, στην ΄Οραση Υπολογιστών έχουν προταθεί ορισµένες αρχιτεκτονικές Νευρωνικών ∆ι-
κτύων, οι λεγόµενες αρχιτεκτονικές Υπερανάλυσης Εικόνας, οι οποίες αυξάνουν την ανάλυση
των δορυφορικών εικόνων, οξύνοντας τα χαρακτηριστικά τους. Βασισµένοι σε αυτή την ιδέα,
ϑα χρησιµοποιήσουµε µια τέτοια αρχιτεκτονική στην παρούσα εργασία.

1.1 Αντικείµενο της διπλωµατικής

Αντικείµενο της διπλωµατικής είναι η δηµιουργία ενός εργαλείου, το οποίο ϑα λαµβάνει
ως είσοδο δορυφορικές εικόνες και ϑα εντοπίζει σε αυτές δασικές εκτάσεις µε ακρίβεια εικονο-
στοιχείου. Για να το πετύχουµε αυτό, ασχολούµαστε µε τη µελέτη διάφορων αρχιτεκτονικών
Νευρωνικών ∆ικτύων. Χρησιµοποιούνται 3 σύγχρονες αρχιτεκτονικές και πραγµατοποιείται
σύγκριση των αποτελεσµάτων τους. Επιπλέον, εξετάζεται η επίδραση της µεθόδου της Υ-
περανάλυσης Εικόνας µε τη χρήση µιας κατάλληλης αρχιτεκτονικής, η οποία αυξάνει την
ανάλυση των εικόνων και των χαρακτηριστικών τους.

Αναλυτικότερα, η διαδικασία που πραγµατοποιήθηκε είναι η εξής : Αρχικά, δηµιουρ-
γήθηκε το σύνολο δεδοµένων µε τις δορυφορικές εικόνες και τις ετικέτες (ground truths)
που αντιστοιχούν στις δασικές εκτάσεις. Τόσο οι εικόνες όσο και οι ετικέτες αντλήθηκαν
µε χρήση open-source εργαλείων. ΄Επειτα, χρησιµοποιούµε ένα Νευρωνικό ∆ίκτυο Υπε-
ϱανάλυσης Εικόνας για να µεγεθύνουµε τις δορυφορικές εικόνες µε τις ετικέτες τους, δη-
µιουργώντας έτσι δύο σύνολα δεδοµένων, ένα σύνολο χωρίς υπερανάλυση και ένα σύνολο µε
υπερανάλυση. Εκπαιδεύουµε τα 3 µοντέλα που αναφέραµε παραπάνω ξεχωριστά για κάθε
σύνολο δεδοµένων, αλλά και για κάθε µια από 4 συναρτήσεις σφάλµατος που επιλέξαµε για
την εκπαίδευση. Για κάθε σύνολο δεδοµένων, συγκρίνουµε τις επιδόσεις κάθε αρχιτεκτονι-
κής σε συνδυασµό µε τη συνάρτηση σφάλµατος µε την οποία εκπαιδεύτηκε. Τέλος, για να
εξετάσουµε την επίδραση της µεθόδου της Υπερανάλυσης Εικόνας, δοκιµάζουµε όλες τις αρ-
χιτεκτονικές, είτε έχουν εκπαιδευτεί στο σύνολο χαµηλής ανάλυσης είτε στο σύνολο υψηλής
ανάλυσης, σε ένα κοινό σύνολο δοκιµής, το οποίο αποτελείται από εικόνες και υψηλής και
χαµηλής ανάλυσης, και εξάγουµε τα ανάλογα συµπεράσµατα.
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Τα τελευταία χρόνια έχουν αναπτυχθεί αρχιτεκτονικές Νευρωνικών ∆ικτύων σκοπό την
καταγραφή και χαρτογράφηση δασικών εκτάσεων. Στο [20], χρησιµοποιείται µια αρχιτε-
κτονική Συνελικτικού Νευρωνικού ∆ικτύου, η οποία ϐελτιώνει τη χαρτογράφηση δασικών
εκτάσεων του Αµαζονίου σε σχέση µε προηγούµενες µεθόδους που δεν χρησιµοποιούσαν µη-
χανική µάθηση, ενώ είναι σε ϑέση να καταγράφει αλλαγές και να παράγει τη χαρτογράφηση
πολύ γρηγορότερα από τις παλαιότερες µεθόδους. Στο [23] συγκρίνονται στο σύνολο δεδο-
µένων TanDEM-X τρεις αρχιτεκτονικές, οι ResNet, DenseNet και UNet για την αναγνώριση
των εικονοστοιχείων που ανήκουν σε δασική έκταση, µε το UNet να πετυχαίνει τις καλύτερες
επιδόσεις. Μια πιο πρόσφατη εφαρµογή στο [24] χρησιµοποιεί πάνω σε δορυφορικές εικόνες
από την αποστολή Sentinel-2 µια αρχιτεκτονική τύπου UNet για να χαρτογραφήσει δασικές
εκτάσεις στην Αφρική καθώς και να υπολογίσει το ύψος αυτών των εκτάσεων. Η µέθοδος
αυτή µάλιστα είχε χαµηλό υπολογιστικό κόστος που επιτρέπει την επεξεργασία των εικόνων
του Sentinel-2 σε σχεδόν πραγµατικό χρόνο, ακόµα και σε ηπειρωτική κλίµακα.

Γενικότερα, αρχιτεκτονικές Βαθιών Νευρωνικών ∆ικτύων έχουν υλοποιηθεί και χρησιµο-
ποιηθεί σε διάφορες εφαρµογές από µέλη του Εργαστηρίου Συστηµάτων Τεχνητής Νοηµο-
σύνης και Μάθησης του ΕΜΠ. Ειδικότερα τεχνικές CNN και CNN-RNN έχουν εφαρµοστεί
για ιατρική διάγνωση νευροεκφυλιστικών ασθενειών, όπως της νόσου του Πάρκινσον [25–29]
ή της Covid-19 [30–32], ϐασισµένες σε 2-∆ ή 3-∆ εικόνες. Εµφαση έχει δοθεί στην διαφάνεια
και στην προσαρµογή των µοντέλων [33–35], αλλά και στην ανάπτυξη πλέον σύνθετων αρχιτε-
κτονικών, µπαϋεσιανών, µε κάψουλες και αβεβαιότητα [36–39]. Βαθιές 3-∆ νευρωνικές αρχι-
τεκτονικές έχουν εφαρµοστεί στην ανίχνευση ϐλαβών σε πυρηνικούς αντιδραστήρες [40,41],
στην πρόβλεψη της παραγωγής στον αγροτικό τοµέα [42,43] και στην αναγνώριση και σύν-
ϑεση συναισθήµατος [44–47], ενώ άλλες εφαρµόζονται σε προβλήµατα ανάλυσης εικόνων και
αλληλεπίδρασης ανθρώπου-υπολογιστή [48–50].

1.3 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε επτά κεφάλαια : Στα πρώτα δύο δίνεται το ϑεω-
ϱητικό υπόβαθρο που είναι απαραίτητο για την κατανόηση της εργασίας. Στο κεφάλαιο 2
γίνεται µια εισαγωγή στη ∆ορυφορική Τηλεπισκόπηση και το ηλεκτροµαγνητικό ϕάσµα και
παρουσιάζονται πληροφορίες σχετικά µε τις δορυφορικές εικόνες που χρησιµοποιούνται στη
συνέχεια. Στο κεφάλαιο 3 παρουσιάζονται ϐασικές έννοιες των Νευρωνικών ∆ικτύων στην υ-
πολογιστική όραση και τα προβλήµατα της Σηµασιολογικής Κατάτµησης και Υπερανάλυσης
Εικόνας που ϑα µας απασχολήσουν στη συνέχεια. Στο κεφάλαιο 4 αναλύονται τα εργαλεία
και η διαδικασία µε την οποία αποκτήσαµε και οργανώσαµε το σύνολο δεδοµένων µας. ΄Ε-
πειτα, στο κεφάλαιο 5 εξετάζονται αναλυτικά οι αρχιτεκτονικές των Νευρωνικών ∆ικτύων που
χρησιµοποιήσαµε στην πειραµατική διαδικασία. Επίσης, εξηγούνται οι µετρικές αξιολόγη-
σης που χρησιµοποιήθηκαν και περιγράφεται λεπτοµερώς η πειραµατική διαδικασία. Στο
κεφάλαιο 6 παρουσιάζονται τα αποτελέσµατα της πειραµατικής διαδικασίας και σχολιάζο-
νται και, τέλος, στο κεφάλαιο 7 πραγµατοποιείται η σύνοψη της εργασίας και η εξαγωγή των
τελικών συµπερασµάτων.
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Κεφάλαιο 2

∆ορυφορική Τηλεπισκόπηση

2.1 Εισαγωγή

Η τηλεπισκόπηση (remote sensing), σύµφωνα µε έναν από τους ευρύτερους ορισµούς
της, είναι η επιστήµη και τεχνολογία της παρατήρησης και εξαγωγής δεδοµένων για ένα
αντικείµενο ή ϕαινόµενο από απόσταση, χωρίς να απαιτείται άµεση επαφή µε αυτό. Τα
δεδοµένα αυτά εξάγονται όταν κάποιο όργανο καταγράφει την ενέργεια που εκπέµπει ή α-
νακλάται από το αντικείµενο ή ϕαινόµενο ενδιαφέροντος. Αυτή η ενέργεια µπορεί να είναι
ηλεκτροµαγνητική, ηχητική, ϑερµότητα ή άλλη. [51] Αν και η τηλεπισκόπηση έχει ευρείες
εφαρµογές, στο πλαίσιο αυτής της εργασίας ϑα ασχοληθούµε µε δορυφορική τηλεπισκόπηση
για την παρατήρηση της επιφάνειας της Γης. Αυτή πραγµατοποιείται κυρίως µε καταγραφή
της προσπίπτουσας και ανακλώµενης ηλεκτροµαγνητικής ενέργειας από αισθητήρες αερο-
σκάφους ή δορυφορικούς. [2]

Ιστορικά, η τηλεπισκόπηση, µε τη µορφή αεροφωτογραφιών, ξεκίνησε από την δεκαετία
του 1910 και χρησιµοποιήθηκε αρχικά για χαρτογράφηση και στρατιωτικούς σκοπούς. Ω-
στόσο, από τα τέλη της δεκαετίας του 1950, γνώρισε µεγάλη ανάπτυξη και χρησιµοποιήθηκε
για σκοπούς όπως οι κλιµατολογικές και µετεωρολογικές παρατηρήσεις, η αγρονοµία και η
δασονοµία. Μέχρι τα τέλη του 1990, η δορυφορική τηλεπισκόπηση µπορούσε, µεταξύ άλ-
λων, να εντοπίσει και να προβλέψει ϕυσικές καταστροφές όπως οι πληµµύρες και να παρακο-
λουθήσει µεταβολές στα οικοσυστήµατα, τον αστικό ιστό και την αγροτική δραστηριότητα του
ανθρώπου. [52] Από τους πρώτους δορυφόρους που εκτοξεύθηκαν, τον σοβιετικό Sputnik-
1 το 1957 και τον αµερικανικό TIROS-1 το 1960, έχουν ακολουθήσει εκατοντάδες [53]
δορυφορικές αποστολές, πρωτοπόρες από τις οποίες υπήρξαν οι SPOT του Γαλλικού Εθνι-
κού Κέντρου ∆ιαστηµικών Ερευνών CNES (Centre national d’etudes spatiales) καθώς και
η Landsat της Αµερικανικής Εθνικής Υπηρεσίας Αεροναυπηγικής και ∆ιαστήµατος NASA
(National Aeronautics and Space Administration). [54]

2.2 Η ηλεκτροµαγνητική ενέργεια

΄Οπως αναφέραµε πιο πάνω, η δορυφορική τηλεπισκόπηση πραγµατοποιείται µε κατα-
γραφή της προσπίπτουσας και ανακλώµενης ηλεκτροµαγνητικής ακτινοβολίας. Εποµένως
είναι απαραίτητη η αναφορά στην ηλεκτροµαγνητική ενέργεια. Η ηλεκτροµαγνητική ενέρ-
γεια µεταφέρεται αποτελείται από ηλεκτροµαγνητικά κύµατα που οφείλονται σε δύο ταλα-
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ντούµενες συνιστώσες, το ηλεκτρικό και το µαγνητικό πεδίο. Τα πεδία αυτά ταλαντώνονται σε
επίπεδα κάθετα µεταξύ τους και κάθετα προς τη διεύθυνση διάδοσης. Επίσης, τα πεδία αυτά
ταλαντώνονται συγχρονισµένα, για παράδειγµα ένα ϑετικό υψηλό της ηλεκτρικής ενέργειας
και ένα αρνητικό υψηλό της µαγνητικής ενέργειας συµβαίνουν ταυτόχρονα. Τα ηλεκτροµα-
γνητικά κύµατα ταξιδεύουν στο κενό µε την ταχύτητα του ϕωτός c (c = 299.792.458m/s)
και χαρακτηρίζονται από τη συχνότητα f και το µήκος κύµατος λ, το γινόµενο των οποίων
ισούται µε την ταχύτητα c. [2]

fλ = c

Σχήµα 2.1: Οι δύο συνιστώσες της ηλεκτροµαγνητικής ακτινοβολίας : Ηλεκτρικό πεδίο και
Μαγνητικό Πεδίο [1]

Καλούµε το σύνολο των µηκών κύµατος της ηλεκτροµαγνητικής ακτινοβολίας το ηλεκτρο-

µαγνητικό ϕάσµα. Συµβατικά, χωρίζουµε το ηλεκτροµαγντικό ϕάσµα σε περιοχές, ανάλογα
µε το µήκος κύµατός της. Αυτές είναι τα ϱαδιοκύµατα, τα µικροκύµατα, η υπέρυθρη, η ο-
ϱατή και η υπεριώσης ακτινοβολία, οι ακτίνες Χ και οι ακτίνες γάµµα. Το ηλεκτροµαγνητικό
ϕάσµα είναι συνεχές και δεν υπάρχει κάποιο ξεκάθαρο όριο µεταξύ των περιοχών. [2] Στην
παρούσα εργασία µας ενδιαφέρουν οι περιοχές που δηµιουργούνται από την ηλιακή ακτινο-
ϐολία και συγκεκριµένα οι περιοχές της υπέρυθρης, ορατής και υπεριώδους ακτινοβολίας.

Σχήµα 2.2: Το ηλεκτροµαγνητικό ϕάσµα [1]
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2.3 Αλληλεπίδραση µε την ατµόσφαιρα και την επιφάνεια της Γης

Σχήµα 2.3: Το ορατό ηλεκτροµαγνητικό ϕάσµα [2]

Περιοχή Μήκος Κύµατος

Ραδιοκύµατα > 0.3m
Μικροκύµατα 1mm − 0.3m

Υπέρυθρη ακτινοβολία 700nm − 1mm
Ορατή ακτινοβολία 400nm − 700nm

Υπεριώδης ακτινοβολία 10nm − 400nm
Ακτίνες Χ 0.01nm − 10nm

Ακτίνες γάµµα < 0.01nm

Πίνακας 2.1: Οι περιοχές του ηλεκτροµαγνητικού ϕάσµατος

2.3 Αλληλεπίδραση µε την ατµόσφαιρα και την επιφάνεια της

Γης

Προτού η ακτινοβολία ϕτάσει τη γήινη επιφάνεια πρέπει να περάσει από την ατµόσφαι-
ϱα. Εκεί τα σωµατίδια και τα αέρια της ατµόσφαιρας επηρεάζουν την ακτινοβολία που ϑα
ϕτάσει τελικά στην επιφάνεια και λαµβάνουν χώρα κυρίως τα ϕαινόµενα της σκέδασης και
της απορρόφησης. Η σκέδαση (diffusion) συµβαίνει όταν σωµατίδια ή µεγάλα µόρια αερίων
στην ατµόσφαιρα αλληλεπιδρούν µε την ηλεκτροµαγνητική ακτινοβολία και την ανακατευ-
ϑύνουν από την αρχική της πορεία. Η απορρόφηση συµβαίνει όταν µόρια της ατµόσφαιρας
απορροφούν ενέργεια διαφόρων µηκών κύµατος. Κατά κύριο λόγο η απορρόφηση οφείλεται
στο όζον, το οποίο απορροφά την υπεριώδη ακτινοβολία, και την παρουσία διοξειδίου του
άνθρακα και µορίων εξατµισµένου νερού. [1]

Το µέρος της ακτινοβολίας που δεν σκεδάζεται ή απορροφάται από την ατµόσφαιρα αλ-
ληλεπιδρά µε την επιφάνεια της Γης. ΄Οταν η ακτινοβολία προσπίπτει µε την επιφάνεια της
Γης, µπορεί να συµβεί ένα ή περισσότερα από τα ακόλουθα τρία ϕαινόµενα: απορρόφηση,
µεταβίβαση και η ανάκλαση. Απορρόφηση (absorption) συµβαίνει όταν η ακτινοβολία απορ-
ϱοφάται από το αντικείµενο στο οποίο προσπίπτει, µεταβίβαση (transmission) συµβαίνει όταν
το διαπερνά και ανάκλαση (/ενρεφλεςτιον) συµβαίνει όταν η πρόσπτωση µε το αντικείµενο
ανακατευθύνει τις ακτίνες από την αρχική τους κατέυθυνση. Το κατά πόσο συµβαίνουν αυτά
τα ϕαινόµενα εξαρτάται από το αντικείµενο καθώς και την επιφάνειά του. [1]

Για παράδειγµα, τα ϕύλλα των δέντρων περιέχουν µια χηµική ένωση, τη χλωροφύλλη, η
οποία απορροφά την κόκκινη και µπλε ορατή ακτινοβολία καθώς και ένα µέρος της υπέρυ-
ϑρης, ενώ ανακλά την πράσινη και το υπόλοιπο µέρος της υπέρυθρης. Για αυτό το καλοκαίρι,
όταν η ποσότητα της χλωροφύλλης είναι η µέγιστη, τα ϕύλλα ϕαίνονται πιο πράσινα, ενώ το
ϕθινόπωρο, επειδή η χλωροφύλλη µειώνεται, ανακλάται περισσότερη κόκκινη ορατή ακτινο-
ϐολία και τα ϕύλλα ϕαίνονται κίτρινα. Επίσης, όσον αφορά τους ωκεανούς, απορροφούνται

∆ιπλωµατική Εργασία 27



Κεφάλαιο 2. ∆ορυφορική Τηλεπισκόπηση

περισσότερο τα µεγάλα µήκη κύµατος, δηλαδή οι υπέρυθρες και οι κόκκινες ακτινοβολίες,
από τα άλλα µήκη κύµατος και για αυτό οι ωκεανοί ϕαίνονται µπλε ή µπλε-πράσινοι.

Σχήµα 2.4: Το ποσοστό της ανακλώµενης ακτινβολίας για ϐλάστηση και νερό αναλόγως του
µήκους κύµατός της [1]

Αντίστοιχα, για κάθε αντικείµενο, αν µετρήσουµε το ποσοστό και το µήκος κύµατος
της ενέργειας που απορροφάται, µεταβιβάζεται ή διαχέεται, µπορούµε να σχηµατίσουµε τη
ϕασµατική απόκριση (spectral response) του αντικειµένου αυτού. Το να γνωρίζουµε τους
παράγοντες που καθορίζουν τη συµπεριφορά των αντικειµένων ενδιαφέροντος είναι πολύ
σηµαντικό ώστε να ερµηνεύσουµε σωστά την αλληλεπίδραση της ηλεκτροµαγνητικής ακτι-
νοβολίας µε αυτά. [1]

2.4 Το πρόγραµµα Copernicus

Το πρόγραµµα Copernicus αποτελεί το πρόγραµµα γεωπαρατήρησης της Ευρωπαϊκής
΄Ενωσης. Χρηµατοδοτείται και οργανώνεται από την Ευρωπαϊκή Επιτροπή (European Com-
mission) σε συνεργασία µε τον Ευρωπαϊκό Οργανισµό ∆ιαστήµατος (European Space Agency
- ESA). [55] Στόχος του προγράµµατος είναι η δηµιουργία ενός συστήµατος για τη συλλογή
µεγάλου όγκου δεδοµένων γεωπαρατήρησης παγκόσµιας κλίµακας και πραγµατικού χρόνου
για να χρησιµοποιηθούν σε ευρείες εφαρµογές. Συγκεκριµένα, τα δεδοµένα αυτά επεξερ-
γάζονται και χρησιµοποιούνται από τις υπηρεσίες του προγράµµατος, οι οποίες αφορούν 6
ϑεµατικές ενότητες : την παρακολούθηση της ατµόσφαιρας, του ϑαλάσσιου οικοσυστήµατος,
της χερσαίας επιφάνειας της Γης και της κλιµατικής αλλαγής, καθώς και την ασφάλεια και
τη διαχείριση έκτακτων καταστάσεων.

Για το πρόγραµµα έχει δηµιουργηθεί µια οικογένεια εξειδικευµένων δορυφόρων, οι Sen-
tinel. Οι Sentinel καλύπτουν πολλές από τις ανάγκες του προγράµµατος και στόχος είναι
να αντικαταστήσουν τις παλαιότερες δορυφορικές αποστολές, όπως η ERS και η Envisat,
διασφαλίζοντας τη συνέχεια στα δεδοµένα. [56]. Το πρόγραµµα Copernicus περιλαµβάνει 6
δορυφορικές αποστολές Sentinel:

• Η αποστολή Sentinel-1 χρησιµοποιεί προηγµένα όργανα ϱαντάρ για να καταγράψει,
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ανεξαρτήτως καιρικών συνθηκών, εικόνες της χερσαίας και ϑαλάσσιας επιφάνειας της
Γης. Αποτελείται από δύο δορυφόρους, τον Sentinel-1A, που εκτοξεύθηκε στις 3 Α-
πριλίου 2014, και τον Sentinel-1B, που εκτοξεύθηκσε στις 25 Απριλίου 2016. Στο
µέλλον ϑα αποτελείται επίσης από τους δορυφόρους Sentinel-1C και Sentinel-1D, µε
την εκτόξευση του πρώτου να είναι προγραµµατισµένη για το πρώτο µισό του 2023. [57]

• Η αποστολή Sentinel-2 δίνει µε υψηλή χωρική ανάλυση πολυφασµατικές εικόνες και
παρακολουθεί τα χερσαία οικοσυστήµατα, τα δάση, την ποιότητα του νερού και ϕυσικές
καταστροφές. Αποτελείται από δύο δορυφόρους, τον Sentinel-2A, που εκτοξεύθηκε
στις 23 Ιουνίου 2015, και τον Sentinel-2B, που εκτοξεύθηκε στις 7 Μαρτίου 2017.
Στο µέλλον ϑα αποτελείται επίσης από τους δορυφόρους Sentinel-2C και Sentinel-2D,
µε την εκτόξευση του πρώτου να είναι προγραµµατισµένη για τις αρχές του 2024. [58]

• Η αποστολή Sentinel-3 παρέχει υψηλής ακρίβειας δεδοµένα σχετικά µε την τοπο-
γραφία της επιφάνειας των ϑαλασσών και λιµνών, τη ϑερµοκρασία του νερού και
του εδάφους και τον χρωµατισµό των ωκεανών και της ξηράς. Αποτελείται από δύο
δορυφόρους, τον Sentinel-3A, που εκτοξεύθηκε στις 16 Φεβρουαρίου 2016, και τον
Sentinel-3B, που εκτοξεύθηκε στις 25 Απριλίου 2018. [59] Στο µέλλον ϑα αποτελείται
επίσης από τους δορυφόρους Sentinel-3C και Sentinel-3D.

• Οι αποστολές Sentinel-4, Sentinel-5 και Sentinel-5P λειτουργούν συµπληρωµατικά
µεταξύ τους και επικεντρώνονται στη µελέτη της σύνθεσης της ατµόσφαιρας, την κα-
ταγραφή της ποιότητας του αέρα και του ποσού της ηλιακής ακτινοβολίας µε υψηλή
χωρική και χρονική ανάλυση. [60] Ο Sentinel-5P εκτοξεύθηκε στις 13 Οκτωβρίου του
2017 ως πρόδροµος του Sentinel-5, ενώ ο Sentinel-4 είναι προγραµµατισµένος να
εκτοξευθεί το 2023.

• Η αποστολή Sentinel-6 επικεντρώνεται στη µελέτη της παγκόσµιας στάθµης της ϑάλασ-
σας, του ύψους των κυµάτων και άλλων χαρακτηριστικών που άπτονται της ωκεανο-
λογίας, της µετεωρολογίας και της υδρολογίας, παρέχοντας υψηλής ακρίβειας και
πραγµατικού χρόνου δεδοµένα. Αποτελείται από δύο δορυφόρους, ο ένας εκ των οπο-
ίων εκτοξεύθηκε το 2020, ενώ ο δεύτερος είναι προγραµµατισµένος να εκτοξευθεί το
2025. [61]

2.5 Sentinel-2

Καθώς η παρούσα εργασία σχετίζεται µε την κατάτµηση των δορυφορικών εικόνων µε
ϐάση τη µορφολογία του εδάφους, επιλέχθηκαν ως πλέον κατάλληλα τα δεδοµένα της απο-
στολής Sentinel-2.

΄Οπως αναφέρθηκε, η αποστολή Sentinel-2 αποτελείται από δύο δορυφόρους οι οποίοι
κινούνται στην ίδια τροχιά, µε µέσο ύψος από την επιφάνεια της Γης 786 km, και µε δια-
ϕορά ϕάσης µεταξύ τους 180◦. Με τη χρήση δύο δορυφόρων επιτυγχάνεται ο µισός χρόνος
επαναδιέλευσης, δηλαδή από 10 ηµέρες σε 5 στον Ισηµερινό σε συνθήκες χωρίς νέφη. Τα
γεωγραφικά πλάτη που καλύπτουν είναι από 56◦ Νότια έως 84◦ Βόρεια. [62]
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Κάθε ένας από τους δορυφόρους ϕέρει έναν υψηλής ανάλυσης Πολυφασµατικό Σαρωτή
MSI (MultiSpectral Instrument) µε εύρος πεδίου 290km. Πρόκειται για ένα παθητικού
τύπου σύστηµα το οποίο µετράει την ηλιακή ακτινοβολία που έχει ανακλαστεί από τη Γη. Η
ακτινοβολία αυτή συλλέγεται από ένα τηλεσκόπιο τριών κατόπτρων (Μ1, Μ2, Μ3) και εστι-
άζεται σε δύο συγκροτήµατα εστιακού επιπέδου (Focal Plane Assemblies - FPA). Το πρώτο
είναι για τις ορατά και τα κοντινά υπέρυρθρα µήκη κύµατος (Visible and Near-Infrared -
VNIR) και το δεύτερο είναι για τα υπέρυθρα ϐραχέα κύµατα (Short Wave Infrared - SWIR).
Στη συνέχεια πραγµατοποιείται ϕασµατικός διαχωρισµός σε Ϲώνες µε χρήση κατάλληλων
ϕίλτρων. [3]

Σχήµα 2.5: ∆ιαχωρισµός της ηλιακής ακτινοβολίας στο σύστηµα του MSI [3]

Ο MSI πραγµατοποιεί ανάλυση σε 13 ϕασµατικές Ϲώνες µε χωρική ανάλυση 10, 20 ή 60
µέτρων. Αναλυτικότερα:

• 4 Ϲώνες έχουν χωρική ανάλυση 10 µέτρων. Αυτές είναι οιι τρεις κλασικές Ϲώνες RGB
(µπλε (493nm), πράσινη (560nm) και κόκκινη (665 nm» και µια κοντινή υπέρυθρη
(833 nm).

• 6 Ϲώνες έχουν χωρική ανάλυση 20 µέτρων. Αυτές είναι 4 VNIR Ϲώνες (704 nm, 740
nm, 783 nm και 865 nm), καθώς και 2 SWIR Ϲώνες (1610 nm και 2190nm) για
εφαρµογές όπως ο εντοπισµός νεφών, πάγου και χιονιού και η µελέτη της υγρασίας
της ϐλάστησης.

• 3 Ϲώνες έχουν χωρική ανάλυση 60 µέτρων. Είναι η Ϲώνη των αερολυµάτων (443 nm), η
Ϲώνη των υδρατµών (945 nm) και η Ϲώνη των νεφών (1374 nm) και χρησιµοποιούνται
κυρίως για εντοπισµό νεφών και ατµοσφαιρικές διορθώσεις. [63]

Τα δεδοµένα αυτά περνούν από διάφορα στάδια επεξεργασίας προτού παραχθούν τα
τελικά προϊόντα, ώστε να γίνουν διαθέσιµα στους χρήστες. Τα προϊόντα που είναι δια-
ϑέσιµα στους χρήστες είναι δύο, το Level-1C και το Level-2A. Το Level-1C παρέχει εικόνες
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2.5 Sentinel-2

Αριθµός Ϲώνης Μήκος Κύµατος (nm) Εύρος Ϲώνης(nm) Χωρική Ανάλυση(m)

1 442 21 60
2 492 66 10
3 559 36 10
4 664 31 10
5 704 15 20
6 740 15 20
7 782 20 20
8 833 106 10
8a 864 21 20
9 945 20 60
10 1374 31 60
11 1613 91 20
12 2202 175 20

Πίνακας 2.2: Οι Ϲώνες που καλύπτει ο MSI

Top-of-Atmosphere σε χαρτογραφική γεωµετρία. Το Level-2A παρέχει εικόνες Bottom-of-
Atmosphere και έχει προκύψει από αλγορίθµους εντοπισµού και ταξινόµησης των εικονο-
στοιχείων του εδάφους, του νερού και των νεφών, το αποτέλεσµα των οποίων έχει συµπεριλη-
ϕθεί στα δεδοµένα. Τα δεδοµένα και των δύο αυτών προϊόντων είναι οργανωµένα σε µωσαϊκό
τετράγωνων εικόνων (tiles), η κάθε µια από τις οποίες αντιστοιχεί σε έκταση 100km2.

Για την παρούσα εργασία επιλέχθηκε η χρήση δεδοµένων από το επίπεδο Level-2A,
καθώς τα Bottom-Of-Atmosphere δεδοµένα είναι σαφώς πιο κατάλληλα για τη συγκεκριµένη
εφαρµογή.
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Κεφάλαιο 3

Νευρωνικά ∆ίκτυα στην ΄Οραση Υπολογιστών

3.1 Εισαγωγή

Η όραση υπολογιστών είναι ο κλάδος της τεχνητής νοηµοσύνης που ασχολείται µε την
ικανότητα των υπολογιστών να ¨βλέπουν¨, δηλαδή να εξάγουν πληροφορία από ψηφιακές
εικόνες, ϐίντεο και άλλες οπτικές εισόδους και να κάνουν προτάσεις ή να λαµβάνουν απο-
ϕάσεις ϐάσει αυτής της πληροφορίας. [64] Η όραση υπολογιστών έχει ευρείες εφαρµογές
σήµερα όπως η αναγνώριση παθήσεων µέσα από ιατρικές εικόνες, η σχεδίαση αυτοοδη-
γούµενων οχηµάτων, η παρακολούθηση της υγείας των ϕυτών και των Ϲώων σε αγροτικές
και κτηνοτροφικές µονάδες και ο ποιοτικός έλεγχος των παραγόµενων προϊόντων σε εργο-
στάσια. [65]

Τις τελευταίες δεκαετίες το ενδιαφέρον αυξήθηκε ιδιαίτερα για τις εφαρµογές της ΄Ορα-
σης Υπολογιστών, µε αποτέλεσµα να δηµιουργηθούν και να γίνουν διαθέσιµα πολλά σύνολα
δεδοµένων από εικόνες, µε το πρώτο µεγάλης κλίµακας σύνολο που δηµιουργήθηκε να είναι
το ImageNet το 2009, που επικεντρώνεται στην αναγνώριση καθηµερινών αντικειµένων. [66]
Η µεγάλη επανάσταση στο χώρο της υπολογιστικής όρασης έγινε ωστόσο το 2012, όταν µια
οµάδα από το Πανεπιστήµιο του Τορόντο δηµιούργησε ένα Συνελικτικό Νευρωνικό ∆ίκτυο
(Convolutional Neural Network - CNN), το AlexNet και το υπέβαλε στον διαγωνισµό ανα-
γνώρισης αντικειµένων ImageNet Large-Scale Visual Recognition Challenge (ILSVRC). [67]
΄Εγινε ϕανερό ότι τα Συνελικτικά Νευρωνικά ∆ίκτυα είχαν πολύ καλύτερες επιδόσεις από τα
παραδοσιακά και έκτοτε έγιναν η ϐάση µιας πληθώρας αρχιτεκτονικών, που ασχολούνται µε
πολλά προβλήµατα της ΄Ορασης Υπολογιστών.

Σήµερα, τα κυριότερα από αυτά τα προβλήµατα είναι :

• Ταξινόµηση Εικόνας (Image Classification): Σκοπός του προβλήµατος είναι να αντι-
στοιχίσει µια εικόνα εξ΄ ολοκλήρου σε µία κλάση, προβλέποντας τι απεικονίζει. ∆εν
πραγµατοποιείται σε επίπεδο εικονοστοιχείου

• Ανίχνευση Αντικειµένου (Object Detection): Σκοπός είναι, δεδοµένης µιας εικόνας,
να εντοπίσει τις κλάσεις των διαφόρων αντικειµένων πάνω στην εικόνα, καθώς και
τις ϑέσεις τους. ΄Οπως και η ταξινόµηση εικόνας, δεν πραγµατοποιείται σε επίπεδο
εικονοστοιχείου.

• Σηµασιολογική κατάτµηση (Semantic Segmentation): Σκοπός είναι να αντιστοιχίσει
όλα τα εικονοστοιχεία µιας εικόνας σε κλάσεις.
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• Κατάτµηση Στιγµιοτύπου (Instance Segmentation): Σκοπός είναι, δεδοµένης µιας ει-
κόνας, να εντοπίσει τα διάφορα αντικείµενα που υπάρχουν σε µια εικόνα και να τα
αντιστοιχίσει σε κλάσεις, σε επίπεδο εικονοστοιχείου.

Το πρόβληµα µε το οποία ασχολείται η παρούσα εργασία ανήκει στην τρίτη κατηγορία.
Συγκεκριµένα, µας ενδιαφέρει η σηµασιολογική κατάτµηση δορυφορικών εικόνων µε σκοπό
την ταξινόµηση των εικονοστοιχείων τους σε δασική και µη δασική έκταση.

Παρακάτω ϑα αναλυθούν αρχικά κάποιες εισαγωγικές έννοιες σχετικά µε τη δοµή των
Συνελικτικών Νευρωνικών ∆ικτύων και το πρόβληµα της ανίχνευσης αντικειµένων. Στη συ-
νέχεια ϑα γίνει µία συνοπτική περιγραφή των αρχιτεκτονικών που χρησιµοποιούνται για
κάθε ένα από τα προβλήµατα της υπολογιστικής όρασης.

3.2 Συνελικτικά Νευρωνικά ∆ίκτυα (CNN)

Τα Συνελικτικά Νευρωνικά ∆ίκτυα είναι µια κατηγορία Νευρωνικών ∆ικτύων που δέχο-
νται ως είσοδο εικόνες και εξάγει χαρακτηριστικά από αυτές. Χρησιµοποιούνται ευρέως
στην επεξεργασία εικόνας πάνω σε προβλήµατα ταξινόµησης (classification) και αναγνώρι-
σης αντικειµένων (object detection), καθώς απαιτούν λιγότερη υπολογιστική ισχύ σε σχέση
µε άλλες µεθόδους ταξινόµησης και εξαγωγής χαρακτηριστικών, όπως οι ακµές. Η ϐασική
δοµή τους αποτελείται από τρία στρώµατα, το συνελικτικό στρώµα (convolutional layer), το
στρώµα οµαδοποίησης (pooling layer) και το πλήρως συνδεδεµένο στρώµα (fully-connected
layer), αν και όπως ϑα δούµε παρακάτω, υπάρχουν και πιο περίπλοκες αρχιτεκτονικές.

Σχήµα 3.1: Παράδειγµα ενός Συνελικτικού ∆ικτύου για ταξινόµηση εικόνας. Με τα διαδοχικά
συνελικτικά στρώµατα µπορούν να υπολογιστούν τα διάφορα χαρακτηριστικά της εικόνας,
ώστε να γίνει η σωστή ταξινόµηση από το πλήρως συνδεδεµένο στρώµα. [4]

Η προτίµηση των Συνελικτικών ∆ικτύων από τα παραδοσιακά Πλήρως Συνδεδεµένα Νευ-
ϱωνικά ∆ίκτυα οφείλεται σε δύο κύριους λόγους. Ο πρώτος είναι ότι στα παραδοσιακά Νεω-
ϱωνικά ∆ίκτυα όλοι οι νευρώνες ενός στρώµατος είναι συνδεδεµένοι µε όλους τους νευρώνες
του επόµενου στρώµατος. Αυτό σηµαίνει ότι, όταν η είσοδος είναι µια εικόνα και µάλιστα
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3.2.1 Συνελικτικό Επίπεδο (Convolutional Layer)

έχει πολλά κανάλια (RGB και πολυφασµατικές εικόνες), ο αριθµός των συνδέσεων και κατ΄
επέπταση των παραµέτρων που πρέπει να εκπαιδευτούν αυξάνεται ϱαγδαία. Στα Συνελικτι-
κά ∆ίκτυα, κάθε νευρώνας συνδέεται µόνο µε συγκεκριµένους άλλους µέσω συνέλιξης µε
κατάλληλα ϕίλτρα. Τα ϕίλτρα αυτά έχουν τα ίδια ϐάρη για όλους τους νευρώνες του ίδιου
επιπέδου και έχουν µικρότερες διαστάσεις από αυτές των εικόνων, µε αποτέλεσµα ο αριθµός
των παραµέτρων προς εκπαίδευση να είναι σηµαντικά µικρότερος. Ο δεύτερος λόγος είναι
ότι στα παραδοσιακά Νευρωνικά ∆ίκτυα η είσοδος δίνεται ως µονοδιάστατο διάνυσµα. Αυτό
σηµαίνει ότι στην περίπτωση των εικόνων δεν ϑα µπορεί να εκµεταλλευτεί η χωρική εξάρτηση
των γειτονικών εικονοστοιχείων pixel. Αντιθέτως, ένα Συνελικτικό Νευρωνικό ∆ίκτυο, αφού
δέχεται την εικόνα όπως είναι, είναι ικανό να ¨αντιληφθεί¨ την χρονική και χωρική εξάρτη-
ση µεταξύ των εικονοστοιχείων µε τη χρήση της συνέλιξης ανάµεσά τους. Με άλλα λόγια,
µπορεί να εκπαιδευτεί για να κατανοήσει ολιστικά την εικόνα. Παρακάτω ϑα δούµε διάφορα
επίπεδα των Συνελικτικών ∆ικτύων που ϑα µας απασχολήσουν στη συνέχεια .

3.2.1 Συνελικτικό Επίπεδο (Convolutional Layer)

Το κάθε συνελικτικό επίπεδο αποτελείται από εκπαιδεύσιµους πυρήνες (kernels) ή αλ-
λιώς ϕίλτρα. Οι πυρήνες είναι πίνακες µε µικρές διαστάσεις αλλά ίδιου ϐάθους (πλήθους
καναλιών) µε την εικόνα, για παράδειγµα, ένα τυπικό µέγεθος πυρήνα για µια εικόνα 3
καναλιών (RGB εικόνα) ϑα µπορούσε να είναι 5 × 5 × 3. Καθώς η εικόνα εισέρχεται στο
συνελικτικό επίπεδο, πραγµατοποιείται η πράξη της συνέλιξης µεταξύ των εικονοστοιχείων
της και των ϐαρών των πυρήνων. Η συνέλιξη µεταξύ δύο διακριτών δισδιάστατων σηµάτων,
στην περίπτωσή µας µεταξύ µιας εικόνας f και ενός πυρήνα g εκφράζεται µαθηµατικά ως
εξής :

(f ∗ g)[x, y] = f [x, y] ∗ g[x, y] =
∞∑

n1=−∞

∞∑
n2=−∞

f [n1, n2]g[x − n1, y − n2]

∆ηλαδή, όπως µπορούµε να δούµε στην εικόνα 3.2, κάθε εικονοστοιχείο της εικόνας
πολλαπλασιάζεται µε τα αντίστοιχα των πυρήνων και το αποτέλεσµα κάθε συνέλιξης µε έναν
από τους πυρήνες αποτελεί έναν ξεχωριστό χάρτη ενεργοποίησης (activation map). Τα ϐάρη
των πυρήνων είναι εκαπιδεύσιµες παράµετροι του δικτύου, οι οποίες εκπαιδεύονται για να
υπολογίζουν χρήσιµα χαρακτηριστικά των εικόνων. Μερικές ϕορές, ενάντια στον ορισµό της
συνέλιξης, κατά τον οποίο ο πυρήνας ολισθαίνει κατά ένα εικονοστοιχείο κατά την συνέλιξη,
το ϐήµα ολίσθησης (stride) µπορεί να οριστεί µεγαλύτερο. Επίσης, σε κάθε συνελικτικό
επίπεδο έχουµε πολλαπλούς πυρήνες, καθένας από τους οποίους µπορεί να αντιστοιχεί σε
ένα διαφορετικό χαρακτηριστικό.

3.2.2 Επίπεδο Ενεργοποίησης (Activation Layer)

Αφού το συνελικτικό επίπεδο παράξει χάρτες ενεργοποίησης, το επίπεδο ενεργοποίη-
σης καλείται να εισάγει µη γραµµικότητα στο δίκτυο, καθώς οι εικόνες που δέχεται και τα
προβλήµατα προς επίλυση πολλές ϕορές δεν ακολουθούν γραµµικότητα. Για αυτό εφαρ-
µόζει στους χάρτες ενεργοποίησης µια µη γραµµική συνάρτηση. Μια δηµοφιλής συνάρτηση
ενεργοποίησης είναι η Rectified Linear Unit (RELU), η οποία εκφράζεται ως εξής :
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Σχήµα 3.2: Παράδειγµα της συνέλιξης µιας RGB εικόνας µε έναν πυρήνα. Το αποτέλεσµα
είναι ένας χάρτης ενεργοποίησης. [4]

RELU (x) = max(0, x)

Η RELU έχει αποδειχτεί ότι είναι λιγότερο απαιτητική υπολογιστικά από συναρτήσεις
όπως η σιγµοειδής (sigmoid) και η υπερβολική εφαπτοµένη (tanh) και συγκλίνει πιο γρήγο-
ϱα.

Σχήµα 3.3: ∆ιάφορες συναρτήσεις ενεργοποίησης1

3.2.3 Επίπεδο Υποδειγµατοληψίας (Pooling Layer)

Ο σκοπός των επιπέδων υποδειγµατοληψίας είναι να µειώσουν τις διαστάσεις των πα-
ϱαγόµενων χαρτών ενεργοποίησης, αφού περάσουν από το επίπεδο ενεργοποίησης, µε α-
ποτέλεσµα να µειώσουν τον αριθµό των παραµέτρων προς εκπαίδευση και το υπολογιστικό
κόστος και κατ΄ επέκταση να αποφευχθεί το ϕαινόµενο της υπερεκπαίδευσης (overfitting). Το
επίπεδο αυτό λειτουργεί µεµονωµένα σε κάθε κανάλι του χάρτη ενεργοποίησης, αλλάζοντας

1https://medium.com/dataseries/basic-overview-of-convolutional-neural-network-cnn-4fcc7dbb4f17
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3.2.4 Επίπεδο Κανονικοποίησης Παρτίδας (Batch Normalization Layer)

τις διαστάσεις χρησιµοποιώντας τη συνάρτηση µεγίστου σε µη επικαλυπτόµενα τµήµατα, ο-
πότε και έχουµε το λεγόµενο Max-Pooling. Σε ορισµένες περιπτώσεις χρησιµοποιείται και η
συνάρτηση του αριθµητικού µέσου όρου, ωστόσο η συνάρτηση µεγίστου έχει δείξει καλύτερα
αποτελέσµατα.

Σχήµα 3.4: Υποδειγµατοληψία µε τη συνάρτηση µεγίστου2

3.2.4 Επίπεδο Κανονικοποίησης Παρτίδας (Batch Normalization Layer)

Η εκπαίδευση ϐαθιών Νευρωνικών ∆ικτύων µε πολλά επίπεδα µπορεί να γίνεται ασταθής,
καθώς ανά παρτίδα (batch) η προσαρµογή των ϐαρών των αρχικών επιπέδων µπορεί να
αλλάξει την κατανοµή των ϐαρών των µετέπειτα επιπέδων. Αυτό το ϕαινόµενο ονοµάζεται στην
ϐιβλιογραφία internal covariate shift [68] και η αντιµετώπισή του επιταχύνει την εκπαίδευση
και αυξάνει τις πιθανότητες σύγκλισης του δικτύου. Για να επιτευχθεί αυτό συνηθίζεται να
προστίθενται επίπεδα κανονικοποίησης παρτίδας, τα οποία κανονικοποιούν την είσοδο, ώστε
να ακολουθεί µια πιο σταθερή κατανοµή. Η κανονικοποίηση γίνεται έτσι ώστε ο µέσος όρος
της παρτίδας να είναι 0 και η διακύµανση µοναδιαία.

3.2.5 Πλήρως Συνδεδεµένο Επίπεδο (Fully-Connected Layer)

Τα Πλήρως Συνδεδεµένα Επίπεδα είναι τα τελευταία επίπεδα ενός Συνελικτικού Νευρωνι-
κού ∆ικτύου. Αφού η εικόνα έχει περάσει από όλες τις επαναλήψεις των παραπάνω επιπέδων,
περνάει από το επίπεδο Flatten, το οποίο µετατρέπει τους χάρτες ενεργοποίησης σε µονοδι-
άστατο διάνυσµα. ΄Υστερα περνάει από µια σειρά Πλήρως Συνδεδεµένων Επιπέδων, τα οποία
εφαρµόζουν πάνω στο διάνυσµα αφινικούς µετασχηµατισµούς (affine transormations) και
µη γραµµικές συναρτήσεις. Στα δίκτυα ταξινόµησης, το τελευταίο Επίπεδο χρησιµοποιεί
συνήθως την συνάρτηση Softmax, η οποία υπολογίζει την πιθανότητα η εικόνα της εισόδου
να αντιστοιχεί σε κάθε κλάση:

σ(xi) =
exi∑

j xj

2https://medium.com/dataseries/basic-overview-of-convolutional-neural-network-cnn-4fcc7dbb4f17
3https://indiantechwarrior.com/fully-connected-layers-in-convolutional-neural-networks
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Σχήµα 3.5: Τα τελευταία επίπεδα ενός Συνελικτικού ∆ικτύου ταξινόµησης3

3.2.6 Residual Blocks

Τα residual blocks είναι µια αρχιτεκτονική που ϑα µας απασχολήσει µε τα µοντέλα που
υλοποιούνται σε αυτή την διπλωµατική. Εισήχθησαν το 2015 µε τα µοντέλα ResNet και
από τότε χρησιµοποιούνται κατά κόρον σε νευρωνικά δίκτυα αναγνώρισης αντικειµένων και
ταξινόµησης εικόνας.

Η κύρια ιδέα του residual block είναι η προσθήκη µιας σύνδεσης, η λεγόµενη skip
connection, η οποία παρακάµπτει µια σειρά από συνελικτικά επίπεδα. ΄Ετσι, ένα αντίγραφο
της εισόδου περνάει µέσα από τα συνελικτικά επίπεδα και ένα αντίγραφο της εισόδου περνάει
µέσα από το skip connection και έρχεται να προστεθεί στην έξοδο των συνελικτικών δικτύων
πριν προχωρήσει στα επόµενα επίπεδα.

Σχήµα 3.6: Σχηµατική απεικόνιση ενός residual block4

Το µεγάλο πλεονέκτηµα µε τα residual blocks είναι η αντιµετώπιση του προβλήµατος των
vanishing gradients. Το πρόβληµα αυτό εµφανίζεται κυρίως σε ϐαθιά Νευρωνικά ∆ίκτυα,
στα οποία κατά το backpropagation, όσο προχωράει η ενηµέρωση των ϐαρών, οι µερικές

4https://towardsdatascience.com/residual-blocks-building-blocks-of-resnet-fd90ca15d6ec
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παράγωγοι της συνάρτησης κόστους ϑα µειώνονται συνεχώς µέχρι να ϕτάσουν στο µηδέν.
Αυτό έχει ως αποτέλεσµα κάποια επίπεδα του νευρωνικού να µην εκπαιδευτούν ποτέ. Τα
residual blocks περιορίζουν αυτό το πρόβληµα µε τα skip connections, καθώς πλέον η
πληροφορία ακολουθεί συντοµότερες διαδροµές και η µερική παράγωγος του κάθε επιπέδου
δεν ϑα έχει µειωθεί από όλα τα προηγούµενα επίπεδα. [69] ΄Ετσι µπορούν να δηµιουργηθούν
πιο ϐαθιές και πολύπλοκες αρχιτεκτονικές Νευρωνικών ∆ικτύων χωρίς αυτό το πρόβληµα.

3.3 Υπερανάλυση Εικόνας (Image Super-Resolution)

Σχήµα 3.7: Το πρόβληµα της Υπερανάλυσης Εικόνας5

Η υπερανάλυση εικόνων αποτελεί ένα πρόβληµα της ΄Ορασης Υπολογιστών µε ευρείες
εφαρµογές, καθώς οι υψηλής ανάλυσης εικόνες είναι απαραίτητες για παράδειγµα στις ι-
ατρικές απεικονίσεις και στην τηλεπισκόπηση. Η ανάγκη για να αποκτηθούν υψηλότερης
ανάλυσης εικόνες χωρίς να γίνουν σηµαντικές αναβαθµίσεις στο υλικό (hardware), καθώς
αυτό ϑα αύξανε πολύ το κόστος, έχει οδηγήσει τους ερευνητές στο να αναπτύξουν διάφορες
αρχιτεκτοινικές Νευρωνικών ∆ικτύων για την επίλυση αυτού του προβλήµατος.

Το πρόβληµα της Υπερανάλυσης Εικόνας αναφέρεται στο να ανακατασκευαστεί µια ει-
κόνα υψηλής ανάλυσης από µια εικόνα χαµηλής ανάλυσης. Γενικά, ϑεωρείται ότι αν έχουµε
µια εικόνα χαµηλής ανάλυσης Y , αυτή έχει αλλοιωθεί από µια υψηλής ανάλυσης εικόνα X

µέσω της ακόλουθης σχέσης :

Y = D(X, θD)

όπου D είναι η συνάρτηση αλλοίωσης, ορισµένη από τις παραµέτρους της θD. [70] Σε ένα
πραγµατικό σενάριο, οι παράµετροι θD είναι άγνωστοι και το µόνο που έχουµε είναι η
εικόνα χαµηλής ανάλυση Y . Για αυτό η Υπερανάλυση Εικόνας στοχεύει στο να δώσει µια
καλή εκτίµηση µιας πιθανής εικόνας υψηλής ανάλυσης µε το να εκτιµήσει την αντίστροφη
συνάρτηση R της συνάρτησης αλλοίωσης D, δηλαδή να κατασκευάσει µια εικόνα X̂ µε ϐάση
τον τύπο:

5https://blog.paperspace.com/image-super-resolution/
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X̂ = R(Y, θR)

΄Οπου θR οι παράµετροι της συνάρτησης R.
Οι συναρτήσεις D και R είναι αντίστροφες µεταξύ τους. Στη ϐιβλιογραφία ορισµένοι

ερευνητές προσεγγίζουν την αλλοίωση ως αποτέλεσµα ϑόλωσης, υποδειγµατοληψίας και ει-
σαγωγής ϑορύβου στην εικόνα. Αυτό εκφράζεται µαθηµατικά ως εξής :

Y = SBX + n

όπου B και S υποδηλώνουν τις συναρτήσεις ϑόλωσης και υποδειγµατοληψίας, αντίστοιχα.
Γενικά, η ϑόλωση περιγράφεται ως αποτέλεσµα της συνέλιξης της εικόνας υψηλής ανάλυσης
µε έναν Γκαουσιανό πυρήνα. Το n αντιπροσωπεύει τον ϑόρυβο, ο οποίος συχνά ϑεωρείται
πως είναι ο λευκός Γκαουσιανός ϑόρυβος. Αρκετοί ερευνητές υιοθετούν µια απλούστερη συ-
νάρτηση αλλοίωσης, όπως τη δικυβική παρεµβολή (bicubic interpolation), ώστε να παράξουν
µια εικόνα χαµηλής ανάλυσης από µια εικόνα υψηλής ανάλυσης.

Για τη σύγκριση και αξιολόγησή τους, οι µέθοδοι Υπερανάλυσης Εικόνας προπονούνται
και ελέγχονται σε ¨συνθετικές¨ εικόνες χαµηλής ανάλυσης, δηλαδή εικόνες που έχουν προ-
κύψει από εικόνες υψηλής ανάλυσης µε κάποια συνάρτηση αλλοίωσης. Ωστόσο, παρότι
οι υπάρχουσες µέθοδοι και ιδιαίτερα τα νευρωνικά δίκτυα ϐαθιάς µάθησης πετυχαίνουν
ικανοποιητικές ικανότητες ανακατασκευής των συνθετικών εικόνων χαµηλής ανάλυσης, η
ανακατασκευή των πραγµατικών εικόνων είναι ένα πιο περίπλοκο πρόβληµα διότι η ποικι-
λοµορφία τους δεν καθιστά επαρκείς κάποιες συγκεκριµένες συναρτήσεις αλλοίωσης, ώστε
οι µέθοδοι Υπερανάλυσης Εικόνας να προσεγγίσουν τις αντίστροφές τους. [70]

΄Εχουν προταθεί διάφορα είδη µεθόδων Υπερανάλυσης Εικόνας. Οι πρώτες που δηµιουρ-
γήθηκαν, οι λεγόµενες µέθοδοι µοντελοποίησης της αλλοίωσης (Degradation Modeling-
based methods) προσπαθούν µε Νευρωνικά ∆ίκτυα Βαθίας Μάθησης να εκτιµήσουν τη
συνάρτηση ϑόλωσης και κατά συνέπεια να προσεγγίσουν την αντίστροφή της για να κα-
τασκευάσουν µια εικόνα υψηλής ανάλυσης. Παραδείγµα αυτής της µεθόδου είναι το Deep
Alternating Network (DAN) [71], το οποίο µε µια σειρά εκτιµητών και restorers προσπαθεί
να εκτιµήσει τον πυρήνα ϑόλωσης µε ϐάση το πόσο καλά αποκαθιστά την εικόνα υψηλής
ανάλυσης.

΄Αλλες µέθοδοι, οι µέθοδοι ϐασισµένες σε Ϲεύγη εικόνων (Image Pairs-based Methods)
συλλέγουν πολλαπλές εκδοχές µιας εικόνας µε διαφορετικές αναλύσεις, δηµιουργώντας Ϲε-
ύγη εικόνας χαµηλότερης ανάλυσης µε εικόνα υψηλότερης ανάλυσης, ώστε να προσεγγίσουν
την αντιστοιχία (mapping) µεταξύ τους. ΄Ενα παράδειγµα αυτής της µεθόδου είναι το µο-
ντέλο Component Divide-and-Conquer (CDC). [72] Το µοντέλο αυτό εκπαιδεύει τρία ξε-
χωριστά blocks, το καθένα από τα οποία προβλέπει ξεχωριστά χαρακτηριστικά, τα οποία
είναι τα επίπεδα χαρακτηριστικά, οι ακµές και οι γωνίες της εικόνας υψηλής ανάλυσης. Τα
χαρακτηριστικά αυτά συνδυάζονται για να προκύψει η τελική εικόνα.

΄Αλλες µέθοδοι, οι µέθοδοι µετάφρασης χώρου (Domain Translation-based Methods)
είναι σχεδιασµένες για σύνολα δεδοµένων στα οποία λείπουν Ϲεύγη εικόνων υψηλής και χα-
µηλής ανάλυσης. Αυτές ¨µεταφράζουν¨ µια πραγµατική εικόνα χαµηλής ανάλυσης σε µια
συνθετική εικόνα χαµηλής ανάλυσης και ύστερα χρησιµοποιούν κάποιο προεκπαιδευµένο
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Νευρωνικό ∆ίκτυο, τον γεννήτορα, για αναβάθµιση της ανάλυσης της συνθετικής εικόνας.
Αυτή η κατασκευασµένη εικόνα υψηλής ανάλυσης, στις περισσότερες τέτοιες µεθόδους, τρο-
ϕοδοτείται σε ένα άλλο Νευρωνικό ∆ίκτυο, τον διαχωριστή (discriminator), ο οποίος, υπολο-
γίζει την πιθανότητα αυτή η εικόνα να είναι µια πραγµατική εικόνα υψηλής ανάλυσης. Η
πλειονότητα αυτών των Νευρωνικών ∆ικτύων ακολουθούν την αρχιτεκτονική των Αναγεννη-
τικών Ανταγωνιστικών ∆ικτύων (Generative Adversarial Networks-GAN). [73] Στόχος αυτής
της αρχιτεκτονικής είναι ο γεννήτορας να ¨ξεγελάσει¨ τον διαχωριστή, δηλαδή ο διαχωριστής
να κατατάξει τις εικόνες που δηµιουργήθηκαν ως πραγµατικές, έτσι ώστε οι παραγόµενες
εικόνες υψηλής ανάλυσης να ανταποκρίνονται όσο πιο πιστά γίνεται στην πραγµατικότητα.

Το µοντέλο που ϑα χρησιµοποιήσουµε, το ESRGAN [10], ακολουθεί αυτήν την αρχι-
τεκτονική. Αποτελεί µια ϐελτίωση του µοντέλου SRGAN [9] και έχει πετύχει πολύ καλές
επιδόσεις σε γνωστά benchmarks.

3.4 Σηµασιολογική Κατάτµηση Εικόνας (Semantic Segmenta-

tion)

Το πρόβληµα της Σηµασιολογικής Κατάτµησης Εικόνας περιγράφεται ως το πρόβληµα
της ταξινόµησης κάθε εικονοστοιχείου µιας εικόνας σε µια κλάση. ∆ηλαδή η έξοδος ενός
συστήµατος Σηµασιολογικής Κατάτµησης είναι µια εικόνα ίδιων διαστάσεων µε την αρχική,
στην οποία το κάθε εικονοστοιχείο ανήκει σε µια κλάση.

Σχήµα 3.8: Το πρόβληµα της Σηµασιολογικής Κατάτµησης6

Μια αφελής προσέγγιση για την επίλυση αυτού του προβλήµατος ϑα ήταν ένα δίκτυο, στο
οποίο ϑα είχαµε πολλά διαδοχικά συνελικτικά επίπεδα, διατηρώντας τις διαστάσεις της ει-
κόνας και στο τέλος ϑα παίρναµε έναν τελικό χάρτη ενεργοποίησης. Ωστόσο, το υπολογιστικό
κόστος για τη διατήρηση της αρχικής ανάλυσης της εικόνας είναι δυσθεώρητα µεγάλο.

Για αυτό, από τις πρώτες αρχιτεκτονικές Νευρωνικών ∆ικτύων Βαθιάς Μάθησης που χρη-
σιµοποιήθηκε για τη Σηµασιολογική Κατάτµηση είναι το Πλήρως Συνελικτικό ∆ίκτυο - Fully
Convolutional Network (FCN) [5]. Το FCN αποτελείται από πολλαπλά κρυφά συνελικτικά
επίπεδα και επίπεδα υποδειγµατοληψίας, των οποίων οι διαστάσεις µειώνονται όσο προ-
χωράµε στο δίκτυο. Ο τελικός χάρτης τµηµατοποίησης προκύπτει από ένα τελικό στρώµα

6https://www.jeremyjordan.me/semantic-segmentation/
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ταξινόµησης. Μετέπειτα αρχιτεκτονικές εφαρµόζουν πιο περίπλοκα στοιχεία, όπως τα skip
connections που είδαµε στα residual blocks.

Σχήµα 3.9: Το FCN σχηµατικά [5]

΄Υστερα, αναπτύχθηκε η αρχικτεκτονική του κωδικοποιητή-αποκωδικοποιητή (encoder-
decoder) µε το µοντέλο UNet [6]. Σε αυτή την αρχιτεκτονική, η εικόνα πρώτα περνάει από
τον κωδικοποιητή, ο οποίος αποτελεί ένα πλήρως συνελικτικό δίκτυο. Παράγει χαµηλών
διαστάσεων χάρτες ενεργοποίησης και εκπαιδεύεται ώστε να εξάγει κύρια χαρακτηριστικά
των διάφορων κλάσεων, διαφοροποιώντας αυτές τις κλάσεις µεταξύ τους. ΄Υστερα, αυτοί οι
χάρτες περνούν στον αποκωδικοποιητή, ένα πλήρως συνελικτικό δίκτυο το οποίο όµως υπερ-
δειγµατοληπτεί την είσοδό του, αυξάνωντας τις διαστάσεις των συνελικτικών του επιπέδων και
προωθώντας ¨συµφραζόµενη¨ πληροφορία στα επόµενα επίπεδα. Τέλος, παράγει έναν τελικό
χάρτη σηµασιολογικής κατάτµησης, ίδιας ανάλυσης µε την αρχική εικόνα. Η αρχιτεκτονι-
κή αυτή είναι πολύ δηµοφιλής στη σηµασιολογική κατάτµηση και αυτήν ακολουθούν τα
µοντέλα ResUNet-a και DeepLabv3+ που ϑα χρησιµοποιήσουµε σε αυτή την εργασία.

Σχήµα 3.10: Η αρχιτεκτονική κωδικοποιητή-αποκωδικοποιητή που συναντάται στο UNet. [6]

Μια επόµενη τεχνική που εφαρµόστηκε είναι η τεχνική της atrous συνέλιξης και των
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Atrous Spatial Pyramid Pooling [74]. Η atrous συνέλιξη είναι η συνέλιξη µε έναν πυρήνα,
οι µη µηδενικές τιµές του οποίου έχουν µεταξύ τους απόσταση έναν αριθµό εικονοστοιχε-
ίων ίσο µε έναν ϱυθµό διαστολής µειωµένο κατά 1. Μαθηµατικά, η atrous συνέλιξη για
µονοδιάστατο σήµα x και πυρήνα w, καθώς και ϱυθµό διαστολής r, ορίζεται ως :

y[i] =
∑

k

x[i + rk] ·w[k]

Σχήµα 3.11: Ο πυρήνας της atrous συνέλιξης, για ϱυθµό διαστολής 1, 2 και 3 αντίστοιχα. [7]

Με το να αντικατασταθεί η κλασική συνέλιξη µε την atrous συνέλιξη, κάθε εικονοστοιχείο
στον χάρτη χαρακτηριστικών αποκτά µεγαλύτερο πεδίο ϑέασης field-of-view, δηλαδή συσχε-
τίζεται µε εικονοστοιχεία της εισόδου από τα οποία έχει µεγαλύτερη απόσταση. Αυτό αίρει τον
περιορισµό της τοπικότητας που επιβάλλει η κλασική συνέλιξη και εξάγει χαρακτηριστικά σε
µεγαλύτερη κλίµακα, χωρίς να εισάγει παραπάνω παραµέτρους εκπαίδευσης. Πάνω σε αυ-
τή τη συνέλιξη δηµιουργήθηκαν τα Atrous Spatial Pyramid Pooling modules. Τα modules
αυτά πραγµατοποιούν παράλληλες atrous συνελίξεις µε διαφορετικούς ϱυθµούς διαστολής
και συνδυάζει τα αποτελέσµατά τους, µε σκοπό να εξάγουν χαρακτηριστικά σε πολλαπλές
κλίµακες. Χρησιµοποιούνται σε µοντέλα όπως το DeepLab [8] και το DeepLabv3 [75].

Σχήµα 3.12: Η λειτουργία του Atrous Spatial Pyramid Module. Τα διάφορα field-of-views
του εικονοστοιχείου είναι τα χρωµατιστά πλαίσια στον κάτω χάρτη ενεργοποίησης. [8]

Τα τελευταία χρόνια, έχουν εισαχθεί στον χώρο της υπολογιστικής όρασης και της ση-
µασιολογικής κατάτµησης οι µετασχηµατιστές (Transformers) [76]. Οι µετασχηµατιστές
σχεδιάστηκαν αρχικά στα πλαίσια της Επεξεργασίας Κειµένου και Φυσικής Γλώσσας για το
έργο της µετάφρασης γλωσσών. Ωστόσο, λόγω της ικανότητάς τους να εντοπίζουν µακρι-
ές εξαρτήσεις της εισόδου, έχουν αναπτυχθεί αρχιτεκτονικές µετασχηµατιστών και για την
επεξεργασία εικόνων, µε σκοπό την αποτελεσµατικότερη εξαγωγή χαρακτηριστικών τους.
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Πράγµατι, πολλά σύγχρονα µοντέλα πετυχαίνουν state-of-the-art αποτελέσµατα χρησιµο-
ποιώντας ως ϐάση µετασχηµατιστές [77] [78] [79] και µια τέτοια δηµοφιλής αρχεκτονική
είναι ο Swin Transformer [13], τον οποίο ϑα χρησιµοποιήσουµε στην παρούσα εργασία.
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Κεφάλαιο 4

∆ηµιουργία Συνόλου ∆εδοµένων

Στο κεφάλαιο αυτό παρουσιάζονται τα εργαλεία και οι µέθοδοι µε τις οποίες δηµιουρ-
γήθηκε το σύνολο δεδοµένων που χρησιµοποιήθηκε στην παρούσα εργασία. ΄Ηταν α-

παραίτητη η δηµιουργία ενός συνόλου δεδοµένων µε επαρκή αριθµό δορυφορικών εικόνων,
η κάθε µία εκ των οποίων ϑα συνοδεύεται από την επιθυµητή έξοδο ή ετικέτα (ground truth)
των σηµείων που αντιστοιχούν σε κάποια δασική έκταση. Στις επόµενες ενότητες συζητούνται
ϑέµατα που σχετίζονται µε τη συγκέντρωση των δορυφορικών εικόνων, την προεπεξεργασία
τους και την συγκέντρωση των ετικετών τους.

4.1 Συγκέντρωση δορυφορικών εικόνων

΄Οπως αναφέρθηκε στο κεφάλαιο 2, σε αυτή την εργασία συγκεντρώθηκαν δεδοµένα α-
πό την αποστολή Sentinel-2 του προγράµµατος Copernicus. Τα δεδοµένα αυτά, εκτός από
την απευθείας λήψη τους από τη σελίδα του προγράµµατος Copernicus (https://scihub.
copernicus.eu/), ϕιλοξενούνται από εταιρείες που παρέχουν υποδοµές νέφους (cloud infras-
tructure) όπως η Amazon (Amazon Web Services - AWS) και η Google (Google Cloud Plat-
form - GCP). Οι εταιρείες αυτές επιτρέπουν την ανάλυση και την επεξεργασία του µεγάλου
όγκου αυτών των δεδοµένων, στα πλαίσια των υπηρεσιών τους, χωρίς να απαιτείται λήψη από
το χρήστη. Αυτό διευκολύνει την ανάπτυξη γεωχωρικών εφαρµογών, καθώς η επεξεργασία
πολύ µεγάλων όγκων δεδοµένων, που απαιτεί µεγάλη υπολογιστική ισχύ, πραγµατοποιείται
στις υποδοµές των εταιρειών αυτών. Το Google Earth Engine, το οποίο χρησιµοποιείται σε
αυτή την εργασία, είναι ένα εργαλείο ανάλυσης και λήψης δορυφορικών εικόνων, που δια-
ϑέτει µια ∆ιασύνδεση Προγραµµατιστικών Εφαρµογών (Application Programming Interface
- API) για την επεξεργασία τους.

4.1.1 Google Earth Engine

Το Google Earth Engine είναι µια πλατφόρµα επιστηµονικής ανάλυσης και οπτικοποίη-
σης γεωχωρικών συνόλων δεδοµένων για ακαδηµαϊκούς, µη κερδοσκοπικούς ή και κυβερνη-
τικούς σκοπούς. Φιλοξενεί δορυφορικές εικόνες και τις διατηρεί σε ένα δηµόσιο αρχείο που
περιέχει εικόνες της Γης από περισσότερα από 40 έτη πίσω. Οι εικόνες ανανεώνονται καθη-
µερινά και γίνονται άµεσα διαθέσιµες για ανάλυση και επεξεργασία. Παράλληλα, διαθέτει
και ένα εύχρηστο API, το οποίο επιτρέπει την ανάλυση και άντληση δεδοµένων από σύνολα
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µεγάλης κλίµακας. Για την πρόσβαση στο Google Earth Engine χρειάζεται να γίνει αίτηµα
πρόσβασης στο https://signup.earthengine.google.com/, το οποίο περιέχει τα στοιχεία του
χρήστη και τον σκοπό του project. Η επεξεργασία του αιτήµατος γίνεται άµεσα και η χρήση
της υπηρεσίας είναι ελεύθερη.

4.1.2 Προεπεξεργασία και λήψη των εικόνων

Για τις ανάγκες του συνόλου δεδοµένων που ϑέλουµε να δηµιουργήσουµε, είναι απαρα-
ίτητη µία δορυφορική εικόνα ανά περιοχή. Ωστόσο, αν απλά πάρουµε µια εικόνα από µια
περιοχή για µια συγκεκριµένη ηµεροµηνία, ενδέχεται αυτή η εικόνα να µην είναι κατάλληλη
για την εφαρµογή µας για τους εξής λόγους. Πρώτον, είναι πολύ πιθανό τη στιγµή της λήψης
της δορυφορικής εικόνας να παρεµβάλλονται σύννεφα, τα οποία προφανώς συνεπάγονται α-
πώλεια πληροφορίας. ∆εύτερον, για λόγους που σχετίζονται µε τη λειτουργία του αισθητήρα
MSI και την τροχιά του δορυφόρου, κάποιες εικόνες δεν είναι ολοκληρωµένες και υπάρχουν
περιοχές που λείπουν.

Για αυτό, συγκεντρώνουµε για κάθε περιοχή ένα σύνολο εικόνων που λήφθηκαν σε ένα
επαρκές χρονικό διάστηµα, και στη συνέχεια κατεβάζουµε ως τελική εικόνα τη διάµεσο
(median) όλων των εικόνων του συνόλου αυτού. Η επιλογή αρκούντως µεγάλου χρονικού
διαστήµατος διασφαλίζει ότι η τελική εικόνα ϑα είναι αντιπροσωπευτική της περιοχής. Συ-
γκεκριµένα, επιλέχθηκε το χρονικό διάστηµα από την 01-06-2018 έως την 01-09-2018.
Επιλέχθηκαν ϑερινοί µήνες, διότι είναι λιγότερο πιθανό έντονα καιρικά ϕαινόµενα να επη-
ϱεάσουν την ποιότητα των εικόνων.

Η λήψη των εικόνων πραγµατοποιήθηκε µε χρήση του API του Google Earth Engine,
το οποίο παρέχεται στη γλώσσα Python από το Python Package Index (PIP). Το API αυτό
επιτρέπει την επιλογή όλων των εικόνων για µια συγκεκριµένη περιοχή ανά χρονική περίοδο,
καθώς και την επεξεργασία αυτών των εικόνων πριν την τελική λήψη, όπως ϕιλτράρισµα
αναλόγως των ιδιοτήτων των εικόνων και επιλογή συγκεκριµένων ϕασµατικών Ϲωνών.

Με κατάλληλο script γραµµένο σε γλώσσα Python, µπορέσαµε να συγκεντρώσουµε τις
εικόνες από όλες τις περιοχές δασικών εκτάσεων της Πελοποννήσου. Το εργαλείο αυτό
δέχεται ως ορίσµατα:

• Το πλαίσιο οριοθέτησης (bounding box), δηλαδή τα ελάχιστα και µέγιστα γεωγραφικά
µήκη και πλάτη που ϑέλουµε να καλύπτει η εικόνα

• Το χρονικό διάστηµα, δηλαδή την αρχική και τελική ηµεροµηνία λήψης της εικόνας

• Το όνοµα που ϑα δοθεί στην εικόνα.

Το script αυτό εκτελεί την παρακάτω διαδικασία για να παράξει µια τελική εικόνα ανά
περιοχή:

• Με ϐάση τα ορίσµατα, επιλέγεται από το Google Earth Engine API µια συλλογή εικόνων
µε όλες τις διαθέσιµες εικόνες για την περιοχή, για την συγκεκριµένη χρονική περίοδο.

• Οι εικόνες του Sentinel-1C περιέχουν, µεταξύ άλλων, στα µεταδεδοµένα τους, την
ιδιότητα cloudy_pixel_percentage, η οποία περιγράφει το ποσοστό των εικονοστοιχείων
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4.2 Συγκέντρωση Ετικετών

(αʹ) Ζώνες R, G, B

(ϐʹ) Ζώνη R (γʹ) Ζώνη G (δʹ) Ζώνη B

Σχήµα 4.1: Ζώνες της ίδιας δορυφορικής εικόνας

της εικόνας που αντιστοιχούν σε σύννεφα. Με την ιδιότητα αυτή ϕιλτράρονται οι εικόνες
ώστε να παραµέινουν µόνο αυτές µε ποσοστό άνω του 20%.

• Στη συνέχεια, επιλέγονται οι ϕασµατικές Ϲώνες της δορυφορικής εικόνας. Στην συγκε-
κριµένη εφαρµογή ϑα χρησιµοποιήσουµε µόνο τις 3 Ϲώνες του ορατού ϕάσµατος (R,
G, B).

• Τέλος, υπολογίζεται η διάµεσος της συλλογής εικόνων.

4.2 Συγκέντρωση Ετικετών

Μετά την λήψη των δορυφορικών εικόνων πρέπει να συλλέξουµε τις απαραίτητες ετικέτες,
δηλαδή αυτές που προσδιορίζουν τη ϑέση των δασικών εκτάσεων σε κάθε εικόνα. Για την
εφαρµογή αυτή αντλήσαµε δεδοµένα από το OpenStreetMap, τα οποία αν και δεν είναι
πλήρη και περιέχουν ανακρίβειες σε κάποιο ϐαθµό, είναι επαρκή για να εκπαιδευτούν τα
Νευρωνικά ∆ίκτυα, οδηγώντας αργότερα σε µια πληρέστερη ϐάση δεδοµένων.
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4.2.1 OpenStreetMap

Το OpenStreetMap ξεκίνησε το 2004 από το Ηνωµένο Βασίλειο και στόχος του είναι
η δηµιουργία ενός δωρεάν προσβάσιµου και επεξεργάσιµου χάρτη όλου του κόσµου. Τα
δεδοµένα σε αυτόν τον χάρτη προέρχονται ως επί το πλείστον από εθελοντές, επεκτείνονται
και ενηµερώνονται καθηµερινά, καλύπτοντας όλο τον πλανήτη. Επίσης, περιλαµβάνουν
όχι µόνο ϕυσικά χαρακτηριστικά, όπως δάση και λίµνες, αλλά και χαρακτηριστικά που
σχετίζονται µε την ανθρώπινη δραστηριότητα, όπως δρόµοι και κατοικηµένες περιοχές.

Για την άντληση δεδοµένων στην ϐάση του OpenStreetMap έχει αναπτυχθεί η διεπαφή
Overpass API, στην οποία ο χρήστης στέλνει αίτηµα (request) µε τα δεδοµένα που ϑέλει να
αποκτήσει, και εκείνη του τα επιστρέφει σε µορφή λίστας.

4.2.2 Λήψη Ετικετών

Αποφασίστηκε να ληφθούν όλες οι διαθέσιµες δασικές εκτάσεις στην Πελοπόννησο, κα-
ϑώς εξασφαλίζουµε επαρκή όγκο δεδοµένων για την εκπαίδευση των Νευρωνικών ∆ικτύων.
Στην περίπτωση που διαλέγαµε µεγαλύτερη έκταση, για παράδειγµα όλη την Ελλάδα, ο
όγκος των δεδοµένων ϑα ήταν απαγορευτικά µεγάλος. Για αυτό, µε ένα script που χρησιµο-
ποιεί το overpy, τον python wrapper του Overpass API, στάλθηκε το παρακάτω αίτηµα για
τη συλλογή των δασικών εκτάσεων της Πελοποννήσου. Στο σχήµα 4.3 ϕαίνεται η έξοδος της
διαδικτυακής επαφής του Overpass API, Overpass Turbo, για το ίδιο αίτηµα.

Σχήµα 4.2: Το αίτηµα στο Overpass API.

Η κάθε δασική έκταση αναπαρίσταται ως ένα πολύγωνο (polygon), οι κορυφές του οποίου
αποτελούν τις συντεταγµένες του περιγράµµατός της. Τα πολύγωνα αυτά καταγράφονται σε
ένα αρχείο .GeoJSON. Στο σχήµα 4.4 ϕαίνονται κάποια παραδείγµατα δασικών εκτάσεων µε
την αντίστοιχη ετικέτα τους.

4.3 Οργάνωση ∆εδοµένων

Αποφασίστηκε οι διαστάσεις των εικόνων µε τις οποίες ϑα εκπαιδεύσουµε τα Νευρωνι-
κά ∆ίκτυα να είναι 200 × 200, λόγω των µεγάλων απαιτήσεων σε µνήµη που ϑα είχαµε σε
µεγαλύτερες διαστάσεις. Μιας και η χωρική ανάλυση των Ϲωνών που επιλέξαµε είναι 10m,

50 ∆ιπλωµατική Εργασία



4.3 Οργάνωση ∆εδοµένων

Σχήµα 4.3: Το αποτέλεσµα στο Overpass Turbo.

η κάθε εικόνα αντιστοιχεί σε µια έκταση 2km × 2km. Για να κατατµήσουµε αυτές τις ει-
κόνες, χρειαζόµαστε ένα πλέγµα (grid), το οποίο χωρίζει την επιφάνεια της Πελοποννήσου
σε περιοχές 2km × 2km και στη συνέχεια να κρατήσουµε µόνο αυτές που περιέχουν κάποια
δασική έκταση. Με ένα script σε Python κατασκευάζουµε αυτό το πλέγµα και στη συνέχεια,
εκµεταλλευόµενοι το αρχείο .GeoJSON, το οποίο περιλαµβάνει τις περιοχές όλων των δασι-
κών εκτάσεων της Πελοποννήσου, κρατάµε µόνο τα πλαίσια που περιέχουν τις δασικές αυτές
εκτάσεις.

Εντέλει το σύνολο δεδοµένων µας αποτελείται από 3204 εικόνες δασικών εκτάσεων µε τις
ετικέτες τους.

∆ιπλωµατική Εργασία 51



Κεφάλαιο 4. ∆ηµιουργία Συνόλου ∆εδοµένων

(αʹ) ∆ορυφορική εικόνα (ϐʹ) Ετικέτες OSM (γʹ) Τελική εικόνα µε ετικέτες

(δʹ) ∆ορυφορική εικόνα (εʹ) Ετικέτες OSM (ϛʹ) Τελική εικόνα µε ετικέτες

(Ϲʹ) ∆ορυφορική εικόνα (ηʹ) Ετικέτες OSM (ϑʹ) Τελική εικόνα µε ετικέτες

Σχήµα 4.4: Παραδείγµατα δορυφορικών εικόνων µε τις ετικέτες τους.
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Μέρος III

Πειραµατικό µέρος
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Κεφάλαιο 5

Υλοποίηση

Σε αυτό το κεφάλαιο παρουσιάζονται οι αρχιτεκτονικές των νευρωνικών δικτύων που
χρησιµοποιήθηκαν σε αυτή την εργασία, οι συναρτήσεις σφάλµατος και οι µετρικές

αξιολόγησης, καθώς και η µεθοδολογία που εφαρµόστηκε στην πειραµατική διαδικασία.

5.1 Υπερανάλυση Εικόνας (Image Super-Resolution)

Στην παρούσα διπλωµατική εξετάζουµε την επίδραση της Υπερανάλυσης Εικόνας στην
απόδοση των µοντέλων και για αυτό χρησιµοποιούµε το µοντέλο ESRGAN για την επαύξηση
των δορυφορικών εικόνων.

5.1.1 SRGAN

Καθώς το ESRGAN αποτελεί ϐελτίωση του SRGAN, είναι απαραίτητο να αναφερθούµε
στο SRGAN και στην ιδέα πίσω από αυτό.

΄Οπως αναφέρθηκε, το SRGAN (Super Resolution Generative Adversarial Network) ακο-
λουθεί την αρχιτεκτονική των Αναγεννητικών Ανταγωνιστικών ∆ικτύων (Generative Adversar-
ial Networks-GAN). Στόχος είναι να εκπαιδευτεί µια συνάρτηση γεννήτορα (generating func-
tion) G, η οποία µε είσοδο µια εικόνα χαµηλής ανάλυσης ϑα προσπαθήσει να κατασκευάσει
ένα αντίγραφο της εικόνας σε υψηλότερη ανάλυση. Αυτή η συνάρτηση αποτελεί ένα ϐαθύ
Συνελικτικό Νευρωνικό ∆ίκτυο. Το αντίγραφο αυτό τροφοδοτείται σε ένα άλλο Νευρωνικό
∆ίκτυο, τον διαχωριστή (discriminator), ο οποίος προσπαθεί να διαχωρίσει τις πραγµατικές
εικόνες υψηλής ανάλυσης από τις εικόνες που δηµιούργησε ο γεννήτορας. Στόχος του γεν-
νήτορα λοιπόν είναι να ¨ξεγελάσει¨ τον διαχωριστή, δηλαδή ο διαχωριστής να κατατάξει τις
εικόνες που δηµιουργήθηκαν ως πραγµατικές, έτσι ώστε οι παραγόµενες εικόνες υψηλής
ανάλυσης να ανταποκρίνονται όσο πιο πιστά γίνεται στην πραγµατικότητα. [9]

Αναλυτικότερα, το κύριο κοµµάτι που απαρτίζει το Νευρωνικό ∆ίκτυο του γεννήτορα ε-
ίναι τα residual blocks, καθένα από τα οποία αποτελείται από δύο συνελικτικά στρώµατα,
στρώµατα για κανονικοποίηση παρτίδας (batch normalization) και συνάρτηση ενεργοποίη-
σης την Parametric RELU.

Το Νευρωνικό ∆ίκτυο του διαχωριστή αποτελείται από οκτώ συνελικτικά στρώµατα µε συ-
νάρτηση ενεργοποίησης τη LeakyRELU, η δοµή των οποίων ακολουθεί αυτή που συναντάται
στο Νευρωνικό ∆ίκτυο VGG για αναγνώριση αντικειµένων. ΄Επειτα ακολουθούν δύο πυκνά
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Σχήµα 5.1: Η δοµή του γεννήτορα του SRGAN [9]

στρώµατα και στο τέλος η σιγµοειδής συνάρτηση υπολογίζει την πιθανότητα για το κατά πόσο
η εικόνα που δόθηκε στην είσοδο είναι πραγµατική ή όχι.

Σχήµα 5.2: Η δοµή του διαχωριστή του SRGAN [9]

Για την εκπαίδευση του δικτύου του γεννήτορα χρησιµοποιείται µια συνάρτηση κόστους
ονοµαζόµενη ως αντιληπτικό κόστος (perceptual loss) lSR, το οποίο αποτελεί το σταθµισµένο
άθροισµα (weighted sum) δύο επιµέρους συναρτήσεων κόστους, του κόστους περιεχοµένου
(content loss) lX SR και του ανταγωνιστικού κόστους (adversarial loss) lGen

SR ως εξής :

lSR = lX
SR + 10−3lGEN

SR

Για το κόστος περιεχοµένου προτιµάται στη ϐιβλιογραφία [9] το κόστος VGG. Αν ϑεω-
ϱήσουµε ως φi,j τον χάρτη χαρακτηριστικών (feature map) που προκύπτει µετά την j-οστή
συνέλιξη (µετά το επίπεδο ενεργοποίησης) και πριν το i-οστό επίπεδο υποδειγµατοληψίας,
τότε ορίζουµε το κόστος VGG ως την ευκλείδια απόσταση µεταξύ του χάρτη χαρακτηριστι-
κών µιας ανακατασκευασµένης εικόνας χαµηλής ανάλυσης GθG (ILR) και της πραγµατικής
εικόνας υψηλής ανάλυσης IHR:

lSR
VGG/i,j =

1
Wi,jHi,j

Wi,j∑
x=1

Hi,j∑
y=1

(φi,j(IHR)x,y − φi,j(GθG (ILR))x,y)2

όπου Wi,j και Hi,j είναι οι διαστάσεις του χάρτη χαρακτηριστικών για κάποια i, j. Στη
ϐιβλιογραφία [9] εξετάζονται συγκεκριµένα τα VGG loss για i = 2, j = 2 και για i = 5, j = 4.

Το ανταγωνιστικό κόστος έχει τη λογική που αναπτύξαµε πιο πάνω σχετικά µε τα Α-
ναγεννητικά Ανταγωνιστικά ∆ίκτυα, δηλαδή ενθαρρύνει τον γεννήτορα να παράγει εικόνες
υψηλής ανάλυσης πιστές στην πραγµατικότητα, προσπαθώντας να ξεγελάσει τον διαχωριστή.
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5.1.2 ESRGAN

Το ανταγωνιστικό κόστος lSR
Gen ορίζεται από τις πιθανότητες DθD (GθG (ILR)) που δίνει ο διαχω-

ϱιστής σε κάθε ανακατασκευασµένη εικόνα για το κατά πόσο είναι πραγµατική. Για όλες τις
ανακατασκευασµένη εικόνα, το ανταγωνιστικό κόστος είναι :

lSR
Gen =

N∑
n=1
− log DθD (GθG (ILR))

΄Οπως καταλαβαίνουµε, όσο µικρότερες πιθανότητες δίνει ο διαχωριστής στις ανακατα-
σκευασµένες εικόνες, τόσο µεγαλύτερο γίνεται το κόστος.

5.1.2 ESRGAN

΄Οπως αναφέρθηκε, το ESRGAN (Enhanced Super Resolution Generative Adversarial
Network) αποτελεί ϐελτίωση του SRGAN. ΄Οπως µαρτυρά το όνοµά του, και αυτό ακολουθεί
την αρχιτεκτονική των Αναγεννητικών Ανταγωνιστικών ∆ικτύων και οι ϐελτιώσεις σε σχέση µε
το SRGAN αφορούν τις δοµές του γεννήτορα και του διαχωριστή, καθώς και τη συνάρτηση
κόστους. [10]

΄Οσον αφορά το νευρωνικό δίκτυο του γεννήτορα, έχουν υλοποιηθεί δύο κύριες ϐελτι-
ώσεις. Η πρώτη ϐελτίωση είναι η αφαίρεση όλων των επιπέδων κανονικοποίησης παρτίδας
από τα residual blocks. ΄Εχει αποδειχτεί ότι η αφαίρεσή τους αυξάνει την απόδοση και
µειώνει το υπολογιστικό κόστος, καθώς τα επίπεδα κανονικοποίησης παρτίδας καθιστούν
ασταθή την απόδοση κατά την εκπαίδευση του νευρωνικού, ιδίως όταν το νευρωνικό είναι
πολύ ϐαθύ και ακολουθεί την δοµή ενός Αναγεννητικού Ανταγωνιστικού ∆ικτύου. Η δεύτερη
ϐελτίωση είναι η προσθήκη ενός skip connection σε κάθε residual block που ϑα παραλείπει
όλο το residual block, δηµιουργώντας έτσι την λεγόµενη residual-in-redisual µορφή. ΄Ετσι,
ο γεννήτορας του ESRGAN έχει µια πιο ϐαθιά και πολύπλοκη δοµή από αυτή του γεννήτορα
του SRGAN και έχει παρατηρηθεί ότι, ιδίως στο πρόβληµα της Υπερανάλυσης Εικόνας, οι
περίπλοκες δοµές ϐελτιώνουν την απόδοση.

Σχήµα 5.3: Οι δύο ϐελτιώσεις του γεννήτορα του ESRGAN: Στα αριστερά ϐλέπουµε την αφα-
ίρεση των επιπέδων της κανονικοποίησης παρτίδας µέσα σε κάθε residual block και στα δεξιά
την προσθήκη των skip connections για τη δηµιουργία της residual-in-residual µορφής. [10]

΄Οσον αφορά τον διαχωριστή, πλέον δεν χρησιµοποιείται ο κλασικός διαχωριστής που
χρησιµοποιείται στο SRGAN, αλλά ένας σχετικιστικός διαχωριστής µέσου όρου (Relativistic
average Discriminator - RaD). Αυτός ο διαχωριστής, αντί να προβλέπει την πιθανότητα η
εικόνα που δέχεται στην είσοδο να είναι αληθινή, προβλέπει την πιθανότητα η εικόνα της
εισόδο να είναι πιο ¨αληθινή¨ από µια συλλογή εικόνων που γνωρίζει ότι είναι ψευδείς. [80]
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Αυτός ο διαχωριστής αποδεικνύεται πιο αποτελεσµατικός στην εκπαίδευση και ϐοηθάει τον
γεννήτορα να κατασκευάσει εικόνες µε πιο λεπτοµερή χαρακτηριστικά.

Σχήµα 5.4: Η διαφορά µεταξύ του κλασικού διαχωριστή του SRGAN και του σχετικιστικού
διαχωριστή του ESRGAN. [10]

Τέλος, υπάρχουν διαφορές όσον αφορά και τη συνάρτηση κόστους. Συγκεκριµένα, η
συνάρτηση κόστους LG του γεννήτορα είναι :

LG = Lpercep + λLG
Ra + ηL1

Εδώ το Lpercep είναι το κόστος περιεχοµένου που έχει οριστεί στο SRGAN µε τη διαφορά
ότι το κόστος αυτό υπολογίζεται από τους χάρτες χαρακτηριστικών πριν εφαρµοστεί σε αυτούς
η συνάρτηση ενεργοποίησης και όχι µετά. Το LG

Ra είναι το ανταγωνιστικό κόστος από τον
σχετικιστικό διαχωριστή και το L1 είναι ίσο µε Exi ||G(xi)− y||, δηλαδή η νόρµα L1 µεταξύ της
ανακατασκευασµένης εικόνας G(xi) και της πραγµατικής εικόνας y που της αντιστοιχεί. Τα
λ, η είναι παράµετροι για την εξισορρόπηση των όρων της παραπάνω εξίσωσης.

Στην παρούσα διπλωµατική ϑα χρησιµοποιήσουµε έναν προεκπαιδευµένο γεννήτορα του
ESRGAN για να αυξήσουµε την ανάλυση των εικόνων από το Sentinel-2 µε παράγοντα 4. Ο
κώδικας που χρησιµοποιήθηκε είναι ανοιχτός στο [81].

5.2 Σηµασιολογική Κατάτµηση (Semantic Segmentation)

Στην παρούσα διπλωµατική ϑα χρησιµοποιήσουµε δύο µοντέλα για σηµασιολογική κα-
τάτµηση, το ResUNet-a και το DeepLabv3+.

5.2.1 ResUNet-a

Το ResUNet-a [11] αποτελεί ένα Πλήρως Συνδεδεµένο Συνελικτικό Νευρωνικό ∆ίκτυο
(FCN), το οποίο είναι σχεδιασµένο για την σηµασιολογική κατάτµηση εικόνων τηλεπισκόπη-
σης. Ακολουθεί την αρχιτεκτονική κωδικοποιητή-αποκωδικοποιητή (encoder-decoder) που
χρησιµοποιεί το UNet, το πιο ϐασικό Νευρωνικό ∆ίκτυο αυτής της αρχιτεκτονικής που ασχο-
λήθηκε µε τη σηµασιολογική κατάτµηση [6]. Ωστόσο, οι αλλαγές σε σχέση µε το UNet είναι
οι εξής :

• Για να µην είναι ασταθής η εκπαίδευση ειδικά όταν το ϐάθος του Νευρωνικού ∆ικτύου
µεγαλώνει, τα µπλοκ του UNet αντικαθιστώνται από residual blocks, τα ResUNet-
a blocks, που περιέχουν συνελικτικά στρώµατα. Αυτό αντιµετωπίζει το πρόβληµα των
vanishing και exploding gradients που συναντάται ιδιαίτερα σε ϐαθιές αρχιτεκτονικές.
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• Για καλύτερη κατανόηση σε πολλές κλίµακες, µέσα σε κάθε residual block γίνονται
πολλαπλές παράλληλες τραχείς συνελίξεις (atrous convolutions) µε διαφορετικούς
ϱυθµούς διαστολής. Η ιδέα πίσω από αυτό είναι ότι καθιστάται ικανή η εξαγωγή
χαρακτηριστικών από διαφορετικά πεδία πρόσληψης (receptive fields).

• Για καλύτερη απόδοση των δικτύων µε την εισαγωγή πληροφορίας από το παρασκήνιο,
εισάγεται το στρώµα Pyramid Scene Parsing Pooling - PSPP [82]. Το στρώµα αυτό
χρησιµοποιείται σε δύο σηµεία. Το πρώτο είναι αµέσως µετά τον κωδικοποιητή και
το δεύτερο είναι το προτελευταίο στρώµα πριν τη δηµιουργία της µάσκας κατάτµησης
(segmentation mask).

Σχήµα 5.5: (a) Η αρχιτεκτονική του ResUNet-a, στα αριστερά ο κωδικοποιητής, στα δεξιά
ο αποκωδικοποιητής, (b) Η δοµή του ϐασικού ResUNet-a block του ResUNet-a, µε τα di να
αναπαριστούν τους διάφορους ϱυθµούς διαστολής, (c) Το στρώµα Pyramid Scene Parsing
Pooling. [11]

Στο [11] παρατίθενται δύο µοντέλα ResUNet-a, το ResUNet-a d6 και το ResUNet-a d7,
τα οποία διαφέρουν ως προς το ϐάθος τους, καθώς στο ResUNet-a d6 ο κωδικοποιητής (en-
coder) αποτελείται από 6 ResUNet-a blocks και ένα στρώµα PSPP, ενώ στο ResUNet-a d7 ο
κωδικοποιητής αποτελείται από 7 ResUNet-a blocks. Η είσοδος περνάει αρχικά από ένα συ-
νελικτικό στρώµα µε πυρήνα µεγέθους 1× 1 για να αυξηθεί ο αριθµός των χαρακτηριστικών
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στο επιθυµητό µέγεθος του αρχικού ϕίλτρου, χωρίς να υπάρξει απώλεια πληροφορίας. ΄Ε-
πειτα ακολουθούν τα ResUNet-a blocks. Σε κάθε ResUNet-a block χρησιµοποιούνται µέχρι
3 σετ από παράλληλες atrous συνελίξεις εκτός από το κλασσικό σετ των 2 συνελίξεων της
αρχιτεκτονικής των residual block, δηλαδή έχουµε µέχρι 4 παράλληλα σετ που περιέχουν
2 συνελικτικά στρώµατα. Στη συνέχεια η έξοδος προστίθεται στην είσοδο. Η έξοδος από
κάθε µπλοκ υποδειγµατοληπτείται µε µια συνέλιξη µε πυρήνα µεγέθους 1 × 1 και ϐήµα
ολίσθησης 2. Στο τέλος του κωδικοποιητή και του αποκωδικοποιητή υπάρχει ένα στρώµα
PSP Pooling, το οποίο χωρίζει την είσοδο σε 4 ίσα κοµµάτια στον χώρο χαρακτηριστικών (fea-
ture space) και στη συνέχεια εκτελεί max pooling σε διαδοχικές διχοτοµήσεις της εισόδου,
σε 1, 4, 16 και 64 κοµµάτια. Στον αποκωδικοποιητή, η υπερδειγµατοληψία εκτελείται µε
τον αλγόριθµο του κοντινότερου γείτονα ακολουθούµενου από ένα συνελικτικό στρώµα 1×1
και ένα στρώµα Batch Normalization. Τα στρώµατα του κωδικοποιητή και του αποκωδι-
κοποιητή συνενώνονται µεταξύ τους µέσω του στρώµατος Combine, το οποίο ενώνει τις δύο
εισόδους και τις περνάει από µια συνέλιξη που ϕέρνει τον αριθµό των χαρακτηριστικών στην
επιθυµητή τιµή.

5.2.2 DeepLabv3+

Το µοντέλο DeepLabv3+ [12] συνδυάζει δύο επιτυχηµένες αρχιτεκτονικές στη σηµα-
σιολογική κατάτµηση εικόνας, το Atrous Spatial Pyramid Pooling και την αρχιτεκτονική
κωδικοποιητή-αποκωδικοποιητή. Χρησιµοποιεί το µοντέλο DeepLabv3 ως κωδικοποιητή και
διαθέτει έναν απλό αλλά αποτελεσµατικό αποκωδικοποιητή που ϐελτιώνει τα αποτελέσµατα
του σχηµατισµού του περιγράµµατος των αντικειµένων.

Για να συγκεντρώσει τις ¨συµφραζόµενες¨ πληροφορίες σε διαφορετικές κλίµακες, το
DeepLabv3 εκτελεί πολλαπλές παράλληλες atrous συνελίξεις µε διαφορετικούς ϱυθµούς
(Atrous Spatial Pyramid Pooling) [74]. Παρότι όµως στην έξοδο του DeepLabv3 είναι κω-
δικοποιηµένες πλούσιες σηµασιολογικές πληροφορίες, λείπουν λεπτοµερείς πληροφορίες
σχετικά µε το περίγραµµα των αντικειµένων εξαιτίας των πράξεων pooling και τον συνε-
λίξεων µε µεγάλα ϐήµατα ολίσθησης. Η αρχιτεκτονική κωδικοποιητή-αποκωδικοποιητή
είναι ένας τρόπος να αντιµετωπιστεί το πρόβληµα αυτό, καθώς ο αποκωδικοποιητής δη-
µιουργεί σταδιακά ξεκάθαρα περιγράµµατα αντικειµένων. Το DeepLabv3+ λοιπόν συνδυ-
άζει τα πλεονεκτήµατα των δύο αυτών προσεγγίσεων µε, εµπλουτίζοντας την αρχιτεκτονική
κωδικοποιητή-αποκωδικοποιητή µε το να συµπεριλαµβάνει τις συµφραζόµενες πληροφορίες
του αποκωδικοποιητή.

Ειδικότερα, το DeepLabv3+ χρησιµοποιεί τις εξής τεχνικές. Αρχικά, χρησιµοποιεί την
atrous συνέλιξη, η οποία επιτρέπει τον έλεγχο της ανάλυσης των υπολογιζόµενων χαρακτη-
ϱιστικών και ϱυθµίζει το πεδίο ϑέασης (field of view) του ϕίλτρου ώστε να εξάγει πληροφορία
σε πολλαπλές κλίµακες. Στην περίπτωση δισδιάστατων σηµάτων, για κάθε ϑέση i στον χάρτη
χαρακτηριστικών y και µε ένα συνελικτικό ϕίλτρο w, η atrous συνέλιξη υπολογίζεται στην
είσοδο x ως εξής :

y[i] =
∑

k

[x[i] + r · k] ·w[k]
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Σχήµα 5.6: Η ϐελτίωση του µοντέλου DeepLabv3, το οποίο ακολουθεί το µοντέλο Spatial
Pyramid Pooling (a), µε την αρχιτεκτονική encoder-decoder (b). Το DeepLabv3+ περιέχει
πλούσιες σηµασιολογικές πληροφορίες από τον κωδικοποιητή και παράγει λεπτοµερή περι-
γράµµατα αντικειµένων από τον απλό αλλά αποτελεσµατικό αποκωδικοποιητή (c). [12]

όπου ο atrous ϱυθµός r καθορίζει το ϐήµα ολίσθησης µε το οποίο δειγµατοληπτούµε την
είσοδο.

Σχήµα 5.7: (a) Depthwise συνέλιξη, (b) pointwise συνέλιξη, (c) atrous depthwise συνέλιξη.
[12]

Εκτός από την atrous συνέλιξη, το DeepLabv3+ χρησιµοποιεί και τις depthwise συνε-

λίξεις ακολουθούµενες από τις pointwise συνελίξεις, δηλαδή συνελίξεις µε πυρήνα 1 × 1.
Η depthwise συνέλιξη είναι µια χωρική συνέλιξη και εκτελείται χωριστά για κάθε κανάλι
εισόδου και τα αποτελέσµατα αυτών των συνελίξεων συνδυάζονται µέσω των pointwise συ-
νελίξεων. Η atrous depthwise συνέλιξη που ϕαίνεται στο σχήµα 5.7 προκύπτει από την
depthwise συνέλιξη µε rate 2 και αποδεικνύεται ότι µειώνει σηµαντικά την υπολογιστική
πολυπλοκότητα χωρίς να µειώνει την ποιότητα.

΄Οπως αναφέρθηκε, το DeepLabv3+ χρησιµοποιεί το µοντέλο DeepLabv3 ως κωδικοποι-
ητή. Χρησιµοποιεί την atrous συνέλιξη για να εξάγει χαρακτηριστικά που έχουν υπολογιστεί
από ϐαθιά νευρωνικά δίκτυα. Για την σηµασιολογική κατάτµηση εικόνας, το output stride,
που είναι ο λόγος της χωρικής ανάλυσης της εισόδου προς της εξόδου, µπορεί να έχει τιµή
από 16 έως 8, αφαιρώντας το striding στα τελευταία ένα ή δύο µπλοκ και χρησιµοποιώντας
atrous συνέλιξη. Επίσης, µε το να εφαρµόζει συνέλιξη σε διαφορετικούς ϱυθµούς, επεκτε-
ίνει το Atrous Spatial Pyramid Pooling module. Η έξοδος από το DeepLabv3 που δίνεται
στον αποκωδικοποιητή είναι ο τελευταίος χάρτης χαρακτηριστικών πριν τα logits, ο οποίος
περιέχει 256 κανάλια και πλούσια σηµασιολογική πληροφορία.
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Από την πλευρά του αποκωδικοποιητή, τα χαρακτηριστικά αυτά αρχικά υπερδειγµατολει-
πτούνται διγραµµικά (bilinear upsampling) µε παράγοντα 4 και συνενώνονται µε αντίστοιχα
χαρακτηριστικά από το backbone του δικτύου που έχουν την ίδια χωρική ανάλυση. ΄Επειτα,
εφαρµόζεται µια συνέλιξη 1×1 σε αυτά τα χαρκατηριστικά ώστε να µειωθεί ο αριθµός των κα-
ναλίων, ο οποίος σε εκείνο το σηµείο είναι µεγάλος (συνήθως 256 ή 512) και δυσχεραίνει την
εκπαίδευση. ΄Επειτα εφαρµόζονται και άλλες συνελίξεις 3×3 οι οποίες αυξάνουν την ποιότη-
τα των χαρακτηριστικών και ακολουθεί τελικά µια ακόµα διγραµµική υπερδειγµατοληψία
µε παράγοντα 4. Παρατηρείται ότι η απόδοση του µοντέλου ϐελτιώνται όταν χρησιµοποιείται
output stride ίσο µε 8 για τον κωδικοποιητή, ϑυσιάζοντας υπολογιστική ισχύ, ενώ η τιµή 16
για το output stride δίνει ένα καλό tradeoff µεταξύ ταχύτητας και ακρίβειας.

Στην παρούσα εργασία το DeepLabv3+ που ϑα χρησιµοποιήσουµε έχει ως backbone ένα
δίκτυο ResNet50 [83] προεκπαιδευµένο στο σύνολο δεδοµένων ImageNet.

Σχήµα 5.8: Η αρχιτεκτονική του DeepLabv3+ µε το DeepLabv3 ως κωδικοποιητή. [12]

5.2.3 Swin Transformer

Ο Swin Transformer [13] είναι µια µορφή Νευρωνικού ∆ικτύου που ανήκει στην κατη-
γορία των Μετασχηµατιστών (Transformers). Οι µετασχηµατιστές αρχικά κατασκευάστηκαν
στα πλαίσια της Επεξεργασίας Φυσικής Γλώσσας (Natural Language Processing) και έχουν
την ικανότητα να µοντελοποιούν µακριές εξαρτήσεις µεταξύ ακολουθιών εισόδου. Επίσης,
ο σχεδιασµός τους επιτρέπει την επεξεργασία διαφορετικών τύπων δεδοµένων όπως εικόνες,
ϐίντεο και κείµενο. Λόγω της µεγάλης τους επιτυχίας, έχουν εξαπλωθεί και στην υπολογι-
στική όραση και έχουν οδηγήσει σε υποσχόµενα αποτελέσµατα.

Η αρχιτεκτονική ενός µετασχηµατιστή αποτελείται από µια σειρά κωδικοποιητών και
αποκωδικοποιητών. Ο κωδικοποιητής αρχικά δηµιουργεί µια διανυσµατική αναπαράσταση
εισόδου embedding της ακολουθίας και την περνάει στα επόµενα στρώµατά του. Περιέχει
µεταξύ άλλων το ϑεµελιώδες στρώµα για την λειτουργία των µετασχηµατιστών Self-Attention,
το οποίο υπολογίζει µακριές σχέσεις µεταξύ των στοιχείων µιας ακολουθίας και δηµιουργεί
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µια κωδικοποίηση για κάθε token της ακολουθίας εισόδου που περιγράφει τη συσχέτισή του
µε τα υπόλοιπα tokens της ακολουθίας. Ο αποκωδικοποιητής παίρνει ως είσοδο τόσο τα
embeddings της εισόδου όσο και τα embeddings της προηγούµενης εξόδου µετατοπισµένα
κατά ένα token και προβλέπει το επόµενο token στην ακολουθία. [76]

Ωστόσο, η µεταφορά των µετασχηµατιστών από το πεδίο της Επεξεργασίας Γλώσσας στην
Υπολογιστική ΄Οραση έχει να αντιµετωπίσει ορισµένα προβλήµατα. ΄Ενα από αυτά είναι η
κλίµακα, καθώς σε αντίθεση µε τα tokens των λέξεων που είναι τα ϐασικά στοιχεία επεξεργα-
σίας στους µετασχηµατιστές γλώσσας, τα οπτικά στοιχεία ποικίλουν σηµαντικά σε κλίµακα.
΄Ενα άλλο πρόβληµα είναι ότι οι διαστάσεις των εικόνων είναι πολύ µεγαλύτερες από ότι
ο αριθµός των λέξεων σε κάποιο κείµενο που ϑα δινόταν σε µετασχηµατιστή γλώσσας. Η
σηµασιολογική κατάτµηση, για παράδειγµα, που απαιτεί υπολογισµούς σε επίπεδο εικονο-
στοιχείου, ϑα είχε τεράστια υπολογιστική πολυπλοκότητα σε έναν κλασικό µετασχηµατιστή,
αφού σε αυτούς η πολυπλοκότητα κάθε στρώµατος Self-Attention είναι τετραγωνική ως προς
το µέγεθος της εισόδου. [13]

Για αυτό προτάθηκε ένα γενικής χρήσης backbone που ακολουθεί την αρχιτεκτονική
των µετασχηµατιστών, ο Swin Transformer. Ο Swin Transformer κατασκευάζει ιεραρχικο-
ύς χάρτες χαρακτηριστικών ξεκινώντας από µικρά patches της εικόνας, τα οποία έχουν τον
ϱόλο τον tokens, και στα ϐαθύτερα στρώµατά του συνενώνοντας γειτονικά patches, απαι-
τώντας µάλιστα γραµµική υπολογιστική πολυπλοκότητα ως προς το µέγεθος της εικόνας. Η
γραµµική πολυπλοκότητα πετυχαίνεται µε τον υπολογισµό του self-attention σε µη επικα-
λυτόµενα παράθυρα που χωρίζουν την εικόνα. Ο αριθµός των patches σε κάθε παράθυρο
είναι προκαθορισµένος, κάτι που καθιστά την πολυπλοκότητα γραµµική. Επίσης, ανάµεσα
στα διαδοχικά στρώµατα self-attention, ακολουθείται η µέθοδος των µετακινούµενων πα-
ϱαθύρων (shifting windows), δηλαδή µετακινούνται τα παράθυρα που χωρίζουν την εικόνα.
Με αυτόν τον τρόπο µπορεί ένα παράθυρο να γεφυρώνει δύο παράθυρα του προηγούµενου
στρώµατος και έτσι ο µηχανισµός self-attention αποκτά µεγαλύτερη ικανότητα µοντελοπο-
ίησης. ΄Ολα αυτά τα χαρακτηριστικά καθιστούν τον Swin Transformer ένα backbone για
ποικίλες εφαρµογές υπολογιστικής όρασης.

Ο αλγόριθµος του Swin Transformer είναι ο εξής. ΄Οπως αναφέρθηκε πιο πάνω, κάθε
patch έχει το ϱόλο του token και τα χαρακτηριστικά του (features) είναι η συνένωση όλων
των τιµών των RGB εικονοστοιχείων του. Επιλέγεται µέγεθος patch τα 4 × 4 εικονοστοιχεία
και άρα η διάσταση των χαρακτηριστικών του είναι 4×4×3 = 48. Σε αυτά τα χαρατηριστικά
εφαρµόζεται ένα linear embedding στρώµα για να το µετατρέψει σε κάποια άλλη διάσταση,
που ονοµάζεται C. ΄Επειτα ακολουθεί µια σειρά από Swin Transformer blocks µε µηχα-
νισµούς self-attention, τα οποία διατηρούν τον αριθµό των patches (H

4 , W
4 ) και µαζί µε τα

linear embedding στρώµατα αναφέρονται ως ¨Επίπεδο 1¨.
Για να παραχθεί µια ιεραρχική απεικόνιση, ο αριθµός των patches µειώνεται από patch

merging στρώµατα. Αυτά τα στρώµατα συγχωνεύουν τα γειτονικά patches για να δηµιουρ-
γήσουν νέα, τα οποία έχουν διάσταση 2 × 2 των αρχικών patches. ΄Επειτα εφαρµόζεται ένα
γραµµικό στρώµα (Linear Layer) στα 4C-διάστατα χαρακτηριστικά, µειώνοντας τον αριθµό
των διαστάσεων σε 2C. ΄Επειτα, ακολουθεί µια σειρά από Swin Transformer blocks, τα οποία
διατηρούν τον αριθµό των patches σε (H

8 , W
8 ), ολοκληρώνοντας έτσι το ¨Επίπεδο 2¨. Με την

ίδια διαδικασία έχουµε και τα επίπεδα 3 και 4.
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Σχήµα 5.9: Μια απεικόνιση της µεθόδου των shifting windows. Αριστερά, στο στρώµα l,
εφαρµόζεται ένας απλός διαχωρισµός της εικόνας σε παράθυρα, και το self-attention πραγ-
µατοποιείται στο καθένα από αυτά. ∆εξιά, στο στρώµα l+1, τα παράθυρα έχουν µετακινηθεί.
Ο υπολογισµός του self-attention στα νέα παράθυρα διασχίζει τα όρια των παραθύρων του
προηγούµενου στρώµατος, δηµιουργώντας συνδέσεις µεταξύ τους. [13]

Σχήµα 5.10: (a) Η αρχιτεκτονική του µοντέλου Swin-T του Swin Transformer (b) ∆ύο συνε-
χόµενα Swin Transformer blocks. [13]

΄Οπως ϕαίνεται και στο σχήµα, ένα Swin Transformer Block αποτελείται από ένα στρώµα
self-attention (SA), το οποίο µπορεί να έχει απλό διαχωρισµό σε παράθυρα (W-MSA) ή
διαχωρισµό σε µετακινούµενα παράθυρα (SW-MSA), ένα Multi-Layer Perceptron ϐάθους
2 και στρώµατα κανονικοποίησης (Layer-Norm) πριν από τα προηγούµενα δύο στρώµατα.
Επίσης έχουµε residual connections σε κάθε module LN-MSA και LN-MLP.

Στην παρούσα διπλωµατική, καθώς ασχολούµαστε µε το πρόβληµα της σηµασιολογικής
κατάτµησης, ακολουθούµε τη ϐιβλιογραφία και ϑα προσθέσουµε τον Swin Transformer ως
backbone στο µοντέλο UPerNet. [14] Το UPerNet παίρνει τους χάρτες χαρακτηριστικών από
διάφορα επίπεδα του backbone δικτύου, τα συνενώνει ή τα περνάει από ένα στρώµα Pyramid
Pooling [84] και ύστερα περνάει το αποτέλεσµα από διάφορα heads τα οποία εκτελέσουν
σηµασιολογική κατάτµηση σε πολλαπλά επίπεδα. Αυτά τα heads αποτελούνται κυρίως από
συνελικτικά στρώµατα και ταξινοµητές και πραγµατοποιούν ταξινόµηση σε επίπεδο σκηνής,
αντικειµένου, µερών του αντικειµένου, υλικού και υφής.
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Σχήµα 5.11: Η δοµή του UperNet µε το Feature Pyramid Network-FPN ως backbone. Στο
κάτω µέρος ϐλέπουµε τη δοµή κάθε head αναλόγως µε το επίπεδο στο οποίο ταξινοµεί. [14]

5.3 Μετρικές Αξιολόγησης

5.3.1 Συναρτήσεις Απώλειας (Loss Functions)

Σε αυτή την διπλωµατική εξετάζουµε την επίδοση των µοντέλων µε 4 διαφορετικές συ-
ναρτήσεις απώλειας.

Binary Cross-Entropy

Μια από τις µετρικές σφάλµατος για σηµασιολογική κατάτµηση 2 κλάσεων που έχουν
επικρατήσει είναι η Binary Cross Entropy, η οποία υπολογίζεται από τον τύπο:

LBCE = −y log p − (1 − y) log (1 − p)

όπου η y είναι η πραγµατική τιµή της κλάσης στην οποία ανήκει το εικονοστοιχείο (0 ή 1)
και p είναι η πρόβλεψη του µοντέλου για την κλάση του εικονοστοιχείου. Η συνάρτηση αυτή
δίνει µεγαλύτερο σφάλµα όσο η πιθανότητα που υπολογίζεται διαφέρει από την πραγµατική
κλάση.

Dice Loss

Η συνάρτηση σφάλµατος Dice ορίζεται µαθηµατικά ως εξής :

LDICE = 1 −
2|y ∩ p| + 1
|y| + |p| + 1
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όπου |y∩ p| είναι ο αριθµός των εικονοστοιχείων της πραγµατικής εικόνας y και της προβλε-
πόµενης εικόνας p που είναι ίσα και |y|, |p| ο αριθµός των εικονοστοιχείων στις δύο εικόνες
ξεχωριστά. Το γεγονός ότι το κλάσµα υπολογίζει ουσιαστικά την επικάλυψη των εικόνων σε
σχέση µε το σύνολο των εικονοστοιχείων τους καθιστά τη συνάρτηση κόστους πολύ χρήσι-
µη για να επιτευχθούν υψηλές ακρίβεις και πολλές ϕορές προτιµητέα έναντι της Binary
Cross-Entropy.

Hybrid Loss

Στο [85] γίνεται αναφορά σε µια ϋβριδική¨ συνάρτηση απώλειας, η οποία συνδυάζει τρεις
προϋπάρχουσες συναρτήσεις απώλειας, µε σκοπό να προκύψουν πιο ακριβείς σηµασιολογι-
κούς χάρτες αντικειµένων σε διάφορες κλίµακες. Συγκεκριµένα, η Hybrid Loss εκφράζεται
ως εξής :

LHybrid = LFL + LMS−SSIM + LIOU

όπου LFL είναι η συνάρτηση Focal Loss, LMS−SSIM είναι η συνάρτηση Multi-Scale Struc-
tural Similarity και LIOU είναι η συνάρτηση Intersection over Union Loss. Στην παρούσα
διπλωµατική, το hybrid loss που ϑα χρησιµοποιήσουµε δεν περιλαµβάνει το Multi-Scale
Structural Similarity, καθώς σε ορισµένες αρχιτεκτονικές, όπως του ResUNet-a είναι α-
σταθές στην αρχή της εκπαίδευσης και µπορεί να επιστρέψει µη αριθµητικές NaN τιµές.
Εντέλει, η συνάρτηση που ϑα χρησιµοποιήσουµε είναι το άθροισµα του Focal Tversky Loss,
που είναι µια γενίκευση του Focal Loss, και του IoU Loss.

Η Focal Tversky Loss [86] εκφράζεται ως :

LFTL = (1 −
TP

TP + αFN + �FP
)γ

όπου TP τα true positive προβλεπόµενα εικονοστοιχεία της κάθε κλάσης, FN τα false negative
και FP τα false positive. Η συνάρτηση αυτή έχει παραµέτρους τα α, ϐ, γ, µε τα οποία µπορεί
κανείς να προσαρµόσει την εκπαίδευση αναλόγως µε το πόσο ανισόρροπο (imbalanced)
είναι το σύνολο δεδοµένων του. Για παράδειγµα, συνίσταται γ > 1 όταν το σύνολο είναι
ανισόρροπο. Επίσης, όταν το α είναι µεγαλύτερο του ϐ η συνάρτηση σφάλµατος ¨τιµωρεί¨
περισσότερο τα false negatives. Στην παρούσα διπλωµατική, επειδή έχουµε µια ανισορροπία
ως προς τον αριθµό των εικονοστοιχείων που δεν ανήκουν σε δάση και αυτών που ανήκουν,
εφαρµόζουµε α = 0.5, � = 0.4, γ = 4/3.

Η IoU Loss υπολογίζεται ως :

LIOU = 1 −
TP

TP + FN + FP

δηλαδή είναι ειδική περίπτωση του Focal Tversky Loss όταν όλες οι παράµετροι είναι ίσες
µε 1.
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Tanimoto loss

Στη δηµοσίευση του µοντέλου ResUNet-a [11], εισάγεται µια νέα συνάρτηση κόστους,
το Tanimoto loss. Αποτελεί ουσιαστικά µια παραλλαγή του Dice Loss και προκύπτει ότι
οι µερικές παράγωγοί της ϐοηθούν στο να συγκλίνει γρηγορότερα το µοντέλο στην αληθινή
τιµή, ανεξάρτητα από τα τυχαία αρχικά ϐάρη του. Εκφράζεται ως :

LTanimoto = 1 −
|y ∩ p| + 1

|y|2 + |p|2 − |y ∩ p| + 1

όπου χρησιµοποιείται ο ίδιος συµβολισµός µε τον ορισµό του Dice Loss.

5.3.2 Μετρικές Ακρίβειας

Dice Coefficient

Η µετρική Dice Coefficient αναπτύχθηκε στην προηγούµενη παράγραφο και ο τύπος της
είναι 1 − DiceLoss. Η τελική τιµή της πρκύπτει από τη µέση τιµή της Dice Coefficient για
όλα τα Ϲεύγη πραγµατικών και υπολογισµένων εικόνων.

Intersection over Union - IoU

Η µετρική Intersection over Union αποτελεί το λόγο της επικάλυψης µεταξύ της πραγ-
µατικής και της υπολογισµένης εικόνας, δηλαδή των αριθµό των ίσων εικονοστοιχείων τους,
προς την ένωση των εικονοστοιχείων τους. Ο τύπος της είναι :

IOU =
X ∩ Y

X ∪ Y

Η τελική τιµή της είναι η µέση τιµή των µετρικών για όλα τα Ϲεύγη πραγµατικών και
υπολογισµένων εικόνων.

Precision

Η µετρική Precision είναι ο λόγος των σωστών προβλέψεων προς όλες τις προβλέψεις για
κάποια κλάση και ο τύπος της είναι :

Precision =
TP

TP + FP

όπου TP, FP τα true και false positives που αναπτύχθηκαν στην προηγούµενη παράγρα-
ϕο.

Recall

Η µετρική Recall είναι ο λόγος των true positives προς το άθροισµα των true positives
µε τα false negatives, δηλαδή εξετάζει την ικανότητα του µοντέλου να ϐρίσκει τα ϑετικά από
όλα τα πραγµατικά ϑετικά αποτελέσµατα.

Recall =
TP

TP + FN
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Η µετρική που χρησιµοποιήθηκε για την αξιολογόγηση των µοντέλων κατά τη διάρκεια
της εκπαίδευσης είναι η µετρική Dice Coefficient.

5.4 Λεπτοµέρειες Υλοποίησης

5.4.1 ∆ιαδικασία και παράµετροι Μοντέλων

Σε αυτή τη διπλωµατική συγκρίνουµε την επίδοση των παραπάνω µοντέλων τόσο µεταξύ
τους όσο και µε το αν έχουµε ή όχι υπερανάλυση εικόνας. ΄Οσον αφορά το µέγεθος των
εικόνων, έχουµε ως αρχικό µέγεθος τα 200 × 200 εικονοστοιχεία. Εφαρµόζουµε σε αυτές
υπερανάλυση εικόνας µε τον γεννήτορα του ESRGAN µε παράµετρο 4 και έτσι προκύπτουν
εικόνες µε ανάλυση 800 × 800, τις οποίες χωρίζουµε σε τµήµατα µε ανάλυση 200 × 200.
Επειδή όµως στα µοντέλα ResuNet-a και DeepLabv3+ οι διαστάσεις των εικόνων πρέπει να
είναι δυνάµεις του 2, έγινε resize σε αυτές τις εικόνες σε διαστάσεις 256×256. Επίσης έγινε
resize στις εικόνες σε διάσταση 224 × 224 για την εκπαίδευση του Swin Transformer.

Επιπλέον, παρατηρούµε ότι το σύνολο δεδοµένων είναι αρκετά ανισορροπηµένο, δηλαδή
ο αριθµός των εικονοστοιχείων που αντιστοιχούν σε δάση αντιστοιχούσε περίπου στο 3.3%
όλων των εικονοστοιχείων των εικόνων χωρίς υπερανάλυση, πράγµα που δυσκολεύει την εκ-
παίδευση και οδηγεί σε άσχηµα αποτελέσµατα των µοντέλων. Για αυτό, για τις εικόνες χωρίς
υπερανάλυση, για την εκπαίδευση κρατήσαµε µόνο τις εικόνες στις οποίες τα εικονοστοιχεία
που αντιστοιχούσαν σε δασική έκταση ξεπερνούσαν το 5% των εικονοστοιχείων της εικόνας,
ενώ για τις εικόνες µε υπερανάλυση κρατήσαµε τις εικόνες µε ποσοστό των εικονοστοιχείων
που αντιστοιχούσαν σε δασικές εκτάσεις πάνω από 10%. Τα ποσοστά των εικονοστοιχείων
που ανήκουν σε δασικές εκτάσεις µετά από αυτό το ϕιλτράρισµα ανέρχεται στο 16% για τις
εικόνες χωρίς υπερανάλυση και 39% για τις εικόνες µε υπερανάλυση.

Σχήµα 5.12: Η διαδικασία για τις εικόνες µε υπερανάλυση.

Για την εκπαίδευση των µοντέλων, λόγω απαγορευτικών απαιτήσεων µνήµης, επιλέχθηκε
batch size=2. Ο αριθµός των εποχών τέθηκε στις 100, αν και τα µοντέλα είχαν τη µέγιστη
απόδοσή τους πολύ πριν ϕτάσουν στην εκατοστή εποχή. Ως optimizer επιλέχθηκε ο Adam
µε learning rate=0.001. Τα µοντέλα ResUNet-a και DeepLabv3+ αναπτύχθηκαν στη ϐι-
ϐλιοθήκη Keras της Python, ενώ για τον Swin Transformer χρησιµοποιήθηκε το framework
MMSegmentation [87], που είναι γραµµένο στη ϐιβλιοθήκη Pytorch.

Στο µοντέλο ResUNet-a οι παράµετροι που επιλέχθηκαν είναι 5 επίπεδα downsampling
ακολουθούµενα από ένα στρώµα Atrous Spatial Pyramid Pooling µε 256 ϕίλτρα, 5 επίπεδα
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upsampling και ένα στρώµα ASPP µε 128 ϕίλτρα. Οι ϱυθµοί διαστολής είναι 1, 3, 15, 31,
η συνάρτηση ενεργοποίησης είναι η ReLU και η συνάρτηση ενεργοποίησης της εξόδου είναι
η σιγµοειδής.

Το µοντέλο DeepLabv3+ που χρησιµοποιήθηκε έχει ως backbone ένα ResNet50 το οποίο
είναι προεκπαιδευµένο στο σύνολο δεδοµένων ImageNet.

Ο Swin Transformer που χρησιµοποιήθηκε έχει διάσταση embedding C = 96, αριθµό
Swin Transformer blocks [2, 2, 6, 2] ανά επίπεδο, δηλαδή αποτελεί την "tiny" εκδοχή του
Swin Transformer (Swin-T). Επίσης έχει πλήθος παραθύρων 7, µέγεθος patch 4×4, αριθµό
attention heads [3, 6, 12, 24] για κάθε επίπεδο και την GELU ως συνάρτηση ενεργοποίησης.

Για κάθε συνάρτηση σφάλµατος προπονούµε δύο εκδοχές του κάθε µοντέλου: η πρώτη
εκδοχή είναι στο σύνολο των εικόνων χωρίς υπερανάλυση και η δεύτερη είναι στο σύνολο
µε υπερανάλυση. ΄Οσον αφορά το σύνολο δοκιµής (test set), δοκιµάζουµε τις εκδοχές αυτές
τόσο στο σύνολο δεδοµένων στο οποίο προπονήθηκαν, δηλαδή το µοντέλο που προπονήθηκε
στο σύνολο χωρίς υπερανάλυση δοκιµάζεται στο σύνολο χωρίς υπερανάλυση, όσο και σε
ένα κοινό σύνολο που περιέχει εικόνες χωρίς υπερανάλυση και εικόνες µε υπερανάλυση.
Περισσότερα για τα σύνολα δοκιµής περιγράφονται στο επόµενο κεφάλαιο.

5.4.2 Υπολογιστικό Σύστηµα

Η εκτέλεση των πειραµάτων έγινε στους servers του Εργαστηρίου Τεχνητής Νοηµοσύνης
και Μάθησης του Εθνικού Μετσόβιου Πολυτεχνείου. Συγκεκριµένα, ο server που χρησιµο-
ποιήθηκε διαθέτει 2 GPU Nvidia GeForce GTX 1080 µε 8GB µνήµη η καθεµία.
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Κεφάλαιο 6

Πειραµατικά Αποτελέσµατα

Σε αυτό το κεφάλαιο παρουσιάζονται τα αποτελέσµατα από τα πειράµατα που εκτελέστη-
καν µε τα µοντέλα και τις συναρτήσεις απώλειας που αναλύθηκαν στο προηγούµενο

κεφάλαιο.

6.1 Ποσοτική Αξιολόγηση Αποτελεσµάτων

6.1.1 Αποτελέσµατα για τις εικόνες χωρίς υπερανάλυση

Στους παρακάτω πίνακες ϐλέπουµε τα αποτελέσµατα για τα µοντέλα ResUNet-a, DeepLabv3+,
Swin Transformer και τις διάφορες συναρτήσεις σφάλµατος που είναι εκπαιδευµένα στις ει-
κόνες χωρίς υπερανάλυση. Συγκεκριµένα, ϐλέπουµε στους πίνακες 6.1, 6.2, 6.3, 6.4 τα
αποτελέσµατα για τις µετρικές Dice Coefficient, IoU, Precision και Recall αντίστοιχα. ΄Υστε-
ϱα από τη διαδικασία που περιγράψαµε στην παράγραφο 5.4.1, το πλήθος των εικόνων που
έχουµε είναι 861 για το σύνολο εκπαίδευσης (training set), 311 για το σύνολο επικύρωσης
(validation set) και 294 για το σύνολο δοκιµής (test set).

΄Οπως µπορούµε να δούµε , τα αποτελέσµατα δεν είναι ικανοποιητικά, καθώς πολλές
ϕορές είτε οι ετικέτες είναι µικρές ως προς το µέγεθος της εικόνας, είτε τα µοντέλα ανα-
γνωρίζουν και άλλες περιοχές ως δάση που δεν αναγράφονται στις ετικέτες. Περισσότερες
λεπτοµέρειες σχετικά µε την ποιότητα των αποτελεσµάτων και των ετικετών αναλύονται στην
παράγαφο 6.3. Το µοντέλο που γενικεύει καλύτεα ως προς τις µετρικές Dice Coefficient,
IoU και Precision είναι το Swin Transformer, ενώ το DeepLabv3+ πετυχαίνει το µεγαλύτερο
Recall. Επίσης, παρατηρούµε ότι η συνάρτηση σφάλµατος Cross Entropy δεν µας δίνει
καλά αποτελέσµατα σε σχέση µε τις άλλες, µε την υβριδική συνάρτηση καθώς και την Dice
Loss να µας δίνουν τις καλύτερες µετρικές σε γενικές γραµµές.

Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.185 0.188 0.282
Dice 0.167 0.153 0.346

Hybrid 0.196 0.126 0.359
Tanimoto 0.193 0.188 0.327

Πίνακας 6.1: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική Dice Coefficient για
το σύνολο εικόνων χωρίς υπερανάλυση.
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Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.151 0.19 0.164
Dice 0.207 0.127 0.209

Hybrid 0.184 0.088 0.219
Tanimoto 0.172 0.174 0.196

Πίνακας 6.2: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική IoU για το σύνολο
εικόνων χωρίς υπερανάλυση.

Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.187 0.267 0.267
Dice 0.32 0.135 0.254

Hybrid 0.224 0.09 0.275
Tanimoto 0.222 0.213 0.312

Πίνακας 6.3: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική Precision για το
σύνολο εικόνων χωρίς υπερανάλυση.

Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.434 0.398 0.295
Dice 0.37 0.679 0.543

Hybrid 0.506 0.739 0.517
Tanimoto 0.432 0.484 0.344

Πίνακας 6.4: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική Recall για το σύνολο
εικόνων χωρίς υπερανάλυση.

6.1.2 Αποτελέσµατα για τις εικόνες µε υπερανάλυση

Στους παρακάτω πίνακες ϐλέπουµε τα αποτελέσµατα για τα µοντέλα ResUNet-a, DeepLabv3+,
Swin Transformer και τις διάφορες συναρτήσεις σφάλµατος που είναι εκπαιδευµένα στις
εικόνες µε υπερανάλυση. Συγκεκριµένα, ϐλέπουµε στους πίνακες 6.5, 6.6, 6.7, 6.8 τα α-
ποτελέσµατα για τις µετρικές Dice Coefficient, IoU, Precision και Recall αντίστοιχα. ΄Υστερα
από τη διαδικασία της παραγράφου 5.4.1, έχουµε 4296 εικόνες στο σύνολο εκπαίδευσης
(training set), 1281 εικόνες στο σύνολο επικύρωσης (validation set) και 1264 εικόνες στο
σύνολο δοκιµής (test set).

΄Οπως µπορούµε να δούµε, τα µοντέλα έχουν σαφώς καλύτερα αποτελέσµατα σε όλες τις
µετρικές. Ο Swin Transformer γενικεύει καλύτερα ως προς τις µετρικές Dice Coefficient
και Precision, ενώ και η απόδοση του ResUNet-a είναι αρκετά ανταγωνιστική σε σχέση µε
τις εικόνες χωρίς υπερανάλυση. ΄Οσον αφορά τις συναρτήσεις σφάλµατος, πάλι η Dice Loss
και η υβριδική συνάρτηση δείχνουν ως οι καλύτερες για το συγκεκριµένο πρόβληµα, ενώ η
Cross Entropy ϕαίνεται ως η λιγότερο κατάλληλη.
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Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.633 0.609 0.609
Dice 0.627 0.534 0.687

Hybrid 0.634 0.518 0.685
Tanimoto 0.645 0.628 0.685

Πίνακας 6.5: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική Dice Coefficient για
το σύνολο εικόνων µε υπερανάλυση.

Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.521 0.503 0.513
Dice 0.513 0.422 0.524

Hybrid 0.523 0.393 0.521
Tanimoto 0.532 0.524 0.521

Πίνακας 6.6: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική IoU για το σύνολο
εικόνων µε υπερανάλυση.

Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.622 0.586 0.651
Dice 0.545 0.467 0.644

Hybrid 0.578 0.417 0.649
Tanimoto 0.604 0.619 0.633

Πίνακας 6.7: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική Precision για το
σύνολο εικόνων µε υπερανάλυση.

Συνάρτηση Σφάλµατος ResUNet-a DeepLabv3+ Swin Transformer

Cross Entropy 0.764 0.785 0.709
Dice 0.895 0.815 0.738

Hybrid 0.845 0.873 0.725
Tanimoto 0.818 0.771 0.747

Πίνακας 6.8: Τα πειραµατικά αποτελέσµατα των µοντέλων για τη µετρική Recall για το σύνολο
εικόνων µε υπερανάλυση.

∆ιπλωµατική Εργασία 73



Κεφάλαιο 6. Πειραµατικά Αποτελέσµατα

6.1.3 Αποτελέσµατα όλων των µοντέλων σε ένα κοινό σύνολο

Για να µπορέσουµε να συγκρίνουµε την απόδοση των µοντέλων που εκπαιδεύτηκαν σε
εικόνες χωρίς υπερανάλυση µε την απόδοση των µοντέλων που εκπαιδεύτηκαν σε εικόνες
µε υπερανάλυση, χρειάζεται να τα δοκιµάσουµε σε ένα κοινό test set. Για το σκοπό αυτό,
επιλέχθηκαν τυχαία 250 εικόνες από το test set του συνόλου χωρίς υπερανάλυση και 250
εικόνες του συνόλου µε υπερανάλυση ώστε να δηιουργηθεί ένα σύνολο 500 εικόνων, το οποίο
ϑα είναι το κοινό test set µας. Στους πίνακες 6.9, 6.10, 6.11, 6.12 έχουµε τα αποτελέσµατα
από όλα τα µοντέλα για τις µετρικές Dice Coefficient, IoU, Precision και Recall αντίστοιχα.

Από τα αποτελέσµατα µπορούµε να δούµε ότι σε γενικές γραµµές τα µοντέλα που έχουν
εκπαιδευτεί στο σύνολο µε υπερανάλυση έχουν καλύτερες µετρικές απόδοσης από τα µοντέλα
που έχουν εκπαιδευτεί στο σύνολο χωρίς υπερανάλυση. Αξιοσηµείωτες είναι οι υψηλές τιµές
της µετρικής Recall, πράγµα που σηµαίνει ότι τα µοντέλα αυτά µπορούν να εντοπίσουν
αποτελεσµατικά ένα µεγάλο µέρος των εικονοστοιχείων που έχουν σηµειωθεί από τις ετικέτες
ως δάση.

Συνάρτηση ResUNet-a ResUNet-a DLv3+ DLv3+ Swin T. Swin T.
Σφάλµατος χ.υ. µ.υ. χ.υ. µ.υ. χ.υ. µ.υ.

Cross Entropy 0.301 0.405 0.281 0.388 0.387 0.462
Dice 0.244 0.391 0.321 0.332 0.377 0.526

Hybrid 0.279 0.397 0.312 0.312 0.378 0.54
Tanimoto 0.265 0.406 0.219 0.386 0.25 0.514

Πίνακας 6.9: Τα πειραµατικά αποτελέσµατα όλων των µοντέλων για τη µετρική Dice Co-
efficient στο κοινό σύνολο δοκιµής. ΣΗΜΕΙΩΣΗ: Με χ.υ. σηµειώνονται τα µοντέλα που
προπονήθηκαν στο σύνολο χωρίς υπερανάλυση και µε µ.υ. σηµειώνονται τα µοντέλα που
προπονήθηκαν στο σύνολο µε υπερανάλυση.

Συνάρτηση ResUNet-a ResUNet-a DLv3+ DLv3+ Swin T. Swin T.
Σφάλµατος χ.υ. µ.υ. χ.υ. µ.υ. χ.υ. µ.υ.

Cross Entropy 0.258 0.38 0.242 0.352 0.24 0.393
Dice 0.255 0.329 0.295 0.27 0.232 0.357

Hybrid 0.227 0.34 0.26 0.232 0.233 0.369
Tanimoto 0.203 0.353 0.164 0.326 0.143 0.346

Πίνακας 6.10: Τα πειραµατικά αποτελέσµατα όλων των µοντέλων για τη µετρική IoU στο κοινό
σύνολο δοκιµής.
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Συνάρτηση ResUNet-a ResUNet-a DLv3+ DLv3+ Swin T. Swin T.
Σφάλµατος χ.υ. µ.υ. χ.υ. µ.υ. χ.υ. µ.υ.

Cross Entropy 0.435 0.426 0.515 0.387 0.506 0.475
Dice 0.58 0.342 0.346 0.286 0.471 0.401

Hybrid 0.442 0.363 0.276 0.24 0.495 0.426
Tanimoto 0.447 0.383 0.363 0.363 0.515 0.389

Πίνακας 6.11: Τα πειραµατικά αποτελέσµατα όλων των µοντέλων για τη µετρική Precision στο
κοινό σύνολο δοκιµής.

Συνάρτηση ResUNet-a ResUNet-a DLv3+ DLv3+ Swin T. Swin T.
Σφάλµατος χ.υ. µ.υ. χ.υ. µ.υ. χ.υ. µ.υ.

Cross Entropy 0.388 0.776 0.314 0.793 0.314 0.782
Dice 0.313 0.899 0.668 0.828 0.314 0.766

Hybrid 0.319 0.847 0.82 0.873 0.306 0.735
Tanimoto 0.27 0.822 0.229 0.76 0.165 0.758

Πίνακας 6.12: Τα πειραµατικά αποτελέσµατα όλων των µοντέλων για τη µετρική Recall στο
κοινό σύνολο δοκιµής.

6.2 Ποιοτική Αξιολόγηση Αποτελεσµάτων

Παρακάτω ϐλέπουµε τα αποτελέσµατα της σηµασιολογικής κατάτµησης που έκαναν τα
µοντέλα στις παρακάτω τυχαία επιλεγµένες εικόνες. Στο πρώτο σχήµα έχουµε τα αποτε-
λέσµατα από τις εικόνες χωρίς υπερανάλυση και στο δεύτερο έχουµε τα αποτελέσµατα από
τις εικόνες µε υπερανάλυση. ΄Ολα τα εικονιζόµενα αποτελέσµατα είναι από µοντέλα που
έχουν εκπαιδευτεί µε συνάρτηση σφάλµατος Dice Loss.
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Σχήµα 6.1: Εικόνες του test set χωρίς υπερανάλυση µαζί µε τις ετικέτες τους και τις προβλέψεις
των µοντέλων.
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6.2 Ποιοτική Αξιολόγηση Αποτελεσµάτων

Σχήµα 6.2: Εικόνες του test set µε υπερανάλυση µαζί µε τις ετικέτες τους και τις προβλέψεις
των µοντέλων.
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6.3 Παρατηρήσεις ως προς τα αποτελέσµατα

Σε αυτή την παράγραφο σχολιάζονται τα αποτελέσµατα σε σχέση µε το σύνολο δεδοµένων
που είχαµε και την υπαρανάλυση εικόνας που εφαρµόστηκε.

6.3.1 Ιδιαιτερότητες ∆εδοµένων

Οι δορυφορικές εικόνες του Sentinel που χρησιµοποιήθηκαν έχουν χωρική ανάλυση 10
m, πράγµα που σηµαίνει ότι χαρακτηριστικά των δασών όπως τα δέντρα δεν απεικονίζονται
µε ευκρίνεια. Αυτό έχει ως συνέπεια να γίνεται δυσκολότερη η εξαγωγή των χαρακτηριστικών
των δασών από τα µοντέλα και τα αποτελέσµατα να είναι λιγότερο ακριβή. Επίσης, οι ετικέτες
που χρησιµοποιήθηκαν προέρχονται από τη ϐάση δεδοµένων του OpenStreetMap και κατά
συνέπεια είναι στην πλειοψηφία τους συµπληρωµένες από τους χρήστες του. Κατά συνέπεια,
οι ετικέτες δεν είναι πλήρεις και δεν παρουσιάζουν µεγάλη ακρίβεια, καθώς κοιτώντας απλά
τις εικόνες µπορεί κάποιος να ισχυριστεί ότι η ετικέτα σε πολλές περιπτώσεις καλύπτει µόνο
ένα µικρό µέρος της εικονιζόµενης δασικής έκτασης.

(αʹ) ∆ορυφορική εικόνα (ϐʹ) Ετικέτες OSM

Σχήµα 6.3: ΄Ενα παράδειγµα δορυφορικής εικόνας µε µια µη ακριβή ετικέτα της.

Αυτό έχει δύο αποτελέσµατα. Το πρώτο, που είναι και το προφανές, είναι ότι επηρεάζο-
νται αρνητικά οι µετρικές των αποτελεσµάτων των µοντέλων, καθώς σε πολλές περιπτώσεις τα
µοντέλα προβλέπουν ως δασική έκταση µια µεγαλύτερη και οπτικώς πιο ακριβή έκταση από
αυτή που προσδιορίζουν οι ετικέτες. Με ϐάση αυτό µπορούµε να ισχυριστούµε ότι η απόδοση
των µοντέλων είναι µεγαλύτερη από αυτή που δείχνουν οι µετρικές και τα αποτελέσµατα των
µοντέλων µπορούν δυνητικά να αποτελέσουν µια ϐελτίωση στις ετικέτες της ϐάσης δεδοµένων
του OpenStreetMap. Το δεύτερο αποτέλεσµα είναι ότι µε αυτές τις ετικέτες το σύνολο δε-
δοµένων καθίσταται µη ισορροπηµένο (imbalanced), καθώς όπως αναφέρθηκε, στις εικόνες
χωρίς υπερανάλυση, σχεδόν µόλις το 16% των εικονοστοιχείων των εικόνων εµφανίζεται να
ανήκει σε δασική έκταση, ενώ το ποσοστό αυτό ϑα µπορούσε να είναι µεγαλύτερο. Αυτό,
όπως είναι αντιληπτό, εµποδίζει την σωστή εξαγωγή των χαρακτηριστικών των δασικών ε-
κτάσεων και κατά συνέπεια έχει επιπτώσεις στην απόδοση των µοντέλων. Σε αυτό το σηµείο
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έχει σηµαντική συµβολή η υπερανάλυση που εφαρµόστηκε στις εικόνες.

6.3.2 Επίδραση της Υπερανάλυσης Εικόνων

΄Οπως αναφέρθηκε στην προηγούµενη ενότητα, το σύνολο δεδοµένων που είχαµε ήταν
αρκετά µη ισορροπηµένο και οι εικόνες του δεν είχαν ικανοποιητική χωρική ανάλυση. Τα
δύο αυτά προβλήµατα µετριάστηκαν µε την υπερανάλυση εικόνας. Συγκεκριµένα, η ποι-
ότητα των χαρακτηριστικών αυξήθηκε, το οποίο έκανε ευκολότερη την εξαγωγή τους. Εδώ
πρέπει να επισηµανθούν οι µεγάλες τιµές στις µετρικές του Recall στο κοινό σύνολο δοκι-
µής, που δείχνουν ότι τα µοντέλα που εκπαιδεύτηκαν στο σύνολο υψηλής υπερανάλυσης
έµαθαν αποτελεσµατικά τα χαρακτηριστικά των δασικών περιοχών του συνόλου εκπαίδευ-
σης και µπορούν να εντοπίσουν ένα µεγάλο µέρος των ετικετών τόσο σε εικόνες χαµηλής
όσο και σε εικόνες υψηλής ανάλυσης. Επιπλέον, καθώς οι εικόνες µετά την υπερανάλυση
χωρίστηκαν ξανά σε εικόνες 200 × 200 και ϕιλτραρίστηκαν µε τον τρόπο που περιγράφηκε
στην παράγραφο 5.4, το ποσοστό των εικονοστοιχείων που αντιστοιχούσαν σε δάση έφτασε
το 39%, το οποίο είναι µια σηµαντική ϐελτίωση στην εξισορρόπηση του συνόλου δεδοµένων
και κατά συνέπεια στα αποτελέσµατα των µοντέλων.

Μπορούµε από αυτό να οδηγθούµε στο συµπέρασµα, ότι η τεχνική της Υπερανάλυσης
Εικόνας µπορεί να να αποτελέσει ένα σηµαντικό στάδιο προεπεξεργασίας, ιδιαίτερα σε σύνο-
λα δεδοµένων που έχουν εικόνες χαµηλής ανάλυσης και µη ισορροπηµένες ετικέτες, για να
ϐελτιωθεί η απόδοση των Νευρωνικών ∆ικτύων Σηµασιολογικής Κατάτµησης.

(αʹ) Χωρίς Υπερανάλυση (ϐʹ) Με Υπερανάλυση

Σχήµα 6.4: Η ίδια δορυφορική εικόνα χωρίς και µε Υπερανάλυση
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Κεφάλαιο 7

Συµπεράσµατα και Μελλοντικές Επεκτάσεις

7.1 Συµπεράσµατα

Σύµφωνα µε την ανάλυση των πειραµατικών αποτελεσµάτων µπορούµε να καταλήξουµε
στα εξής. ΄Οσον αφορά τα µοντέλα, παρατηρούµε ότι το DeepLabv3+, το οποίο δεν είναι
σχεδιασµένο για σηµασιολογική κατάτµηση σε εικόνες τηλεπισκόπησης, είχε τα πιο άσχηµα
αποτελέσµατα. Ωστόσο, ειδικά στις εικόνες χωρίς τηλεπισκόπηση, µπορεί κάποιος να ισχυ-
ϱιστεί πως εντόπιζε περιοχές που δεν εντόπιζαν τα άλλα δύο µοντέλα, οι οποίες οπτικώς ϑα
µπορούσαν να χαρακτηριστούν ως δασικές, αλλά δεν ήταν σηµειωµένες στις ετικέτες. Τα δύο
καλύτερα µοντέλα για την σηµασιολογική κατάτµηση ήταν από ο Swin Transformer και το
ResUNet-a. Ειδικότερα, το ResUNet-a που χρησιµοποιήθηκε ήταν µια απλοποιηµένη εκδο-
χή των µοντέλων που προτάθηκαν στη σχετική ϐιβλιογραφία, λόγω των περιορισµών µνήµης
του συστήµατος. Πιθανότατα µια πιο περίπλοκη δοµή, µε περισσότερα blocks στον κωδικο-
ποιητή και αποκωδικοποιητή και µε περισσότερα ϕίλτρα, ϑα έχει ακόµα καλύτερη απόδοση.
΄Οσο για τον Swin Transformer, αποδείχτηκε ότι η δοµή του µετασχηµατιστή ϐοήθησε πολύ
στην εξαγωγή των χαρακτηριστικών των δασικών περιοχών και ϕαίνεται ότι η µέθοδος του
κυλιόµενου παραθύρου προτιµάται και σε σύγχρονες εφαρµογές τµηµατοποίησης σε δορυ-
ϕορικές εικόνες. [88] [89] [90] Πιθανότατα και εδώ µια από τις πιο πολύπλοκες εκδοχές του,
όπως τα Swin-S, Swin-B, Swin-L [13], να είναι ακόµα πιο αποδοτικά.

΄Οσον αφορά τις συναρτήσεις σφάλµατος, σε αυτό το πρόβληµα τα καλύτερα αποτελέσµα-
τα τα έδωσαν η Dice Loss καθώς και η Hybrid Loss, ενώ και η Tanimoto Loss αποδείχτηκε
πιο αποδοτική στις εικόνες µε υπερανάλυση. Η Dice Loss προσπαθεί να αντιµετωπίσει το
πρόβληµα της ανισορροπίας του συνόλου δεδοµένων, ενώ η υβριδική συνάρτηση ϕιλοδοξεί
να ϐοηθήσει τα µοντέλα να εντοπίσουν τόσο υψηλού όσο και χαµηλού επιπέδου χαρακτηρι-
στικά. Η Tanimoto Loss, αν και παρουσιάζεται ως ϐελτίωση της Dice Loss, δεν ϐγάζει τόσο
καλά αποτελέσµατα στα σύνολα δεδοµένων, αν και στις εικόνες µε υπερανάλυση προσεγγίζει
περισσότερο τις επιδόσεις που έχουν οι Dice Loss και Hybrid Loss.

Επίσης, από την δοκιµή όλων των µοντέλων σε ένα κοινό test set, παρατηρούµε ότι
τα µοντέλα που εκπαιδεύτηκαν στο σύνολο υψηλής υπερανάλυσης απέδωσαν καλύτερα σε
γενικές γραµµές από τα µοντέλα που εκπαιδεύτηκαν στο σύνολο χαµηλής ανάλυσης. Η
υψηλή τιµή της µετρικής Recall που πέτυχαν δείχνει ότι η υπερανάλυση εικόνας τα ϐοήθησε
να εξάγουν τα χαρακτηριστικά των δασικών περιοχών και συνεπώς τα µοντέλα αυτά είναι σε
ϑέση να εντοπίσουν ένα µεγάλο µέρος των εικονοστοιχείων των ετικετών του OpenStreetMap.
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Τέλος, αναφορικά µε το σύνολο δεδοµένων, όπως αναλύθηκε και στην παράγραφο 6.3.1,
τόσο η χωρική ανάλυση όσο και η ανακρίβεια στις ετικέτες δυσχεραίνουν την εκπαίδευση των
µοντέλων. Σε αυτό συµβάλλει και το γεγονός ότι σε πολλές περιπτώσεις τα όρια των δασικών
περιοχών δεν είναι σαφώς καθορισµένα. ∆εδοµένων αυτών των περιορισµών, µπορούµε να
καταλήξουµε στο ότι η µετρική Recall αποτελεί πιο πιστή για την αξιολόγηση των µοντέλων,
καθώς λαµβάνει υπόψη πόσα εικονοστοιχεία δασικών εκτάσεων από τις ετικέτες προβλέφθη-
καν σωστά σε σχέση µε τα εικονοστοιχεία που δεν προβλέφθηκαν και δεν λαµβάνει υπόψη
τα false positives, που µε πιο ακριβείς ετικέτες ϑα µπορούσαν να είναι true positives. Με
ϐάση αυτό η απόδοση των µοντέλων που εκπαιδεύτηκαν στις εικόνες µε υπερανάλυση κρίνε-
ται ικανοποιητική και όπως έχει αναφερθεί, τα αποτελέσµατά τους µπορούν να αποτελέσουν
ϐελτιώσεις στις ετικέτες της ϐάσης δεδοµένων του OpenStreetMap.

7.2 Μελλοντικές Επεκτάσεις

Μια επέκταση της εργασίας αυτής προτείνεται η χρήση αυτού του εργαλείου στο να εντο-
πίζει όχι µόνο δασικές εκτάσεις, αλλά και εκτάσεις άλλων κατηγοριών που ϐρίσκονται στη
ϐάση δεδοµένων του OpenStreetMap, όπως αγροτικές ή κατοικίσιµες εκτάσεις. Ο τρόπος
που δηµιουργήθηκε το σύνολο δεδοµένων είναι ανεξάρτητος από το αντικείµενο προς εντο-
πισµό και άρα µε ελάχιστες τροποποιήσεις, η διαδικασία ϑα µπορούσε να επαναληφθεί για
χιλιάδες από τα χαρακτηριστικά που περιλαµβάνονται στο OpenStreetMap. Θα µπορούσε
λοιπόν, αυτή η εργασία να µετατραπεί σε ένα παρµατεροποιήσιµο εργαλείο, στο οποίο ο
χρήστης ϑα δίνει ως είσοδο το αντικείµενο που ϑέλει να εντοπίσει και εκείνο ϑα δηµιουργεί
το σύνολο δεδοµένων και ϑα εκπαιδεύει τα µοντέλα σηµασιολογικής κατάτµησης. Τέλος, τη
διαδικασία αυτή ϑα µπορούσε να την κάνει όχι µόνο για ένα αντικείµενο, αλλά για πολλά
διαφορετικά ταυτόχρονα.

84 ∆ιπλωµατική Εργασία



Βιβλιογραφία

[1] Tutorial: Fundamentals of Remote Sensing, 2016.

[2] Nicholas C. Coops και Thoreau Rory Tooke. Introduction to Remote Sensing. Springer
New York, New York, NY, 2017.

[3] MSI Instrument - Sentinel-2 MSI Technical Guide - Sentinel Online. https://sentinels.

copernicus.eu/web/sentinel/technical-guides/sentinel-2-msi/msi-instrument. Ηµερο-
µηνία πρόσβασης : 25-5-2022.

[4] CS231n Convolutional Neural Networks for Visual Recognition. https://cs231n.github.
io/understanding-cnn/. Ηµεροµηνία πρόσβασης 9-8-2022.

[5] Jonathan Long, Evan Shelhamer και Trevor Darrell. Fully Convolutional Networks

for Semantic Segmentation, 2014.

[6] Olaf Ronneberger, Philipp Fischer και Thomas Brox. U-Net: Convolutional Networks

for Biomedical Image Segmentation. CoRR, abs/1505.04597, 2015.

[7] Bruno Artacho και Andreas Savakis. Waterfall Atrous Spatial Pooling Architecture for

Efficient Semantic Segmentation. Sensors, 19(24):5361, 2019.

[8] Liang Chieh Chen, George Papandreou, Iasonas Kokkinos, Kevin Murphy και Alan L.
Yuille. DeepLab: Semantic Image Segmentation with Deep Convolutional Nets, Atrous

Convolution, and Fully Connected CRFs, 2016.

[9] Christian Ledig, Lucas Theis, Ferenc Huszar, Jose Caballero, Andrew Cunningham,
Alejandro Acosta, Andrew Aitken, Alykhan Tejani, Johannes Totz, Zehan Wang και
Wenzhe Shi. Photo-Realistic Single Image Super-Resolution Using a Generative Adver-

sarial Network, 2016.

[10] Xintao Wang, Ke Yu, Shixiang Wu, Jinjin Gu, Yihao Liu, Chao Dong, Chen Change
Loy, Yu Qiao και Xiaoou Tang. ESRGAN: Enhanced Super-Resolution Generative

Adversarial Networks, 2018.

[11] Foivos I. Diakogiannis, François Waldner, Peter Caccetta και Chen Wu. ResUNet-a:

A deep learning framework for semantic segmentation of remotely sensed data. ISPRS

Journal of Photogrammetry and Remote Sensing, 162:94–114, 2020.

[12] Liang Chieh Chen, Yukun Zhu, George Papandreou, Florian Schroff και Hartwig
Adam. Encoder-Decoder with Atrous Separable Convolution for Semantic Image Seg-

mentation, 2018.

∆ιπλωµατική Εργασία 85

https://sentinels.copernicus.eu/web/sentinel/technical-guides/sentinel-2-msi/msi-instrument
https://sentinels.copernicus.eu/web/sentinel/technical-guides/sentinel-2-msi/msi-instrument
https://cs231n.github.io/understanding-cnn/
https://cs231n.github.io/understanding-cnn/


ΒΙΒΛΙΟΓΡΑΦΙΑ

[13] Ze Liu, Yutong Lin, Yue Cao, Han Hu, Yixuan Wei, Zheng Zhang, Stephen Lin και
Baining Guo. Swin Transformer: Hierarchical Vision Transformer using Shifted Win-

dows, 2021.

[14] Tete Xiao, Yingcheng Liu, Bolei Zhou, Yuning Jiang και Jian Sun. Unified Perceptual

Parsing for Scene Understanding, 2018.

[15] Richard A Houghton. Tropical deforestation as a source of greenhouse gas emissions.
Tropical deforestation and climate change, 13, 2005.

[16] Satoru Miura, Michael Amacher, Thomas Hofer, Jesús San-Miguel-Ayanz, Ernawati
και Richard Thackway. Protective functions and ecosystem services of global forests in

the past quarter-century. Forest Ecology and Management, 352:35–46, 2015. Changes
in Global Forest Resources from 1990 to 2015.

[17] Daisy Núñez, Laura Nahuelhual και Carlos Oyarzún. Forests and water: The value

of native temperate forests in supplying water for human consumption. Ecological

Economics, 58(3):606–616, 2006.

[18] Erika Romĳn, Celso B. Lantican, Martin Herold, Erik Lindquist, Robert Ochieng,
Arief Wĳaya, Daniel Murdiyarso και Louis Verchot. Assessing change in national

forest monitoring capacities of 99 tropical countries. Forest Ecology and Management,
352:109–123, 2015. Changes in Global Forest Resources from 1990 to 2015.

[19] Veronique De Sy, Martin Herold, Frédéric Achard, Gregory P Asner, Alex Held, Josef
Kellndorfer και Jan Verbesselt. Synergies of multiple remote sensing data sources for

REDD+ monitoring. Current Opinion in Environmental Sustainability, 4(6):696–706,
2012. 4/6 Climate systems.

[20] Ricardo Dal Molin και Paola Rizzoli. Potential of Convolutional Neural Networks for

Forest Mapping Using Sentinel-1 Interferometric Short Time Series. Remote Sensing,
14(6), 2022.

[21] Ahmad Alzu’bi και Lujain Alsmadi. Monitoring deforestation in Jordan using deep se-

mantic segmentation with satellite imagery. Ecological Informatics, 70:101745, 2022.

[22] Guoli Zhang, Ming Wang και Kai Liu. Forest Fire Susceptibility Modeling Using a

Convolutional Neural Network for Yunnan Province of China. International Journal of

Disaster Risk Science, 10(3):386–403, 2019.

[23] Antonio Mazza, Francescopaolo Sica, Paola Rizzoli και Giuseppe Scarpa. TanDEM-X

Forest Mapping using Convolutional Neural Networks. Remote Sensing, 11, 2019.

[24] Anders U. Waldeland, Øivind Due Trier και Arnt Børre Salberg. Forest mapping and

monitoring in Africa using Sentinel-2 data and deep learning. International Journal of

Applied Earth Observation and Geoinformation, 111:102840, 2022.

86 ∆ιπλωµατική Εργασία



ΒΙΒΛΙΟΓΡΑΦΙΑ

[25] Dimitrios Kollias, Athanasios Tagaris, Andreas Stafylopatis, Stefanos Kollias και
Georgios Tagaris. Deep neural architectures for prediction in healthcare. Complex

&amp; Intelligent Systems, 4(2):119–131, 2018.

[26] Athanasios Tagaris, Dimitrios Kollias και Andreas Stafylopatis. Assessment of Par-

kinson’s disease based on deep neural networks. International Conference on Engi-

neering Applications of Neural Networks, σελίδες 391–403. Springer, 2017.

[27] Athanasios Tagaris, Dimitrios Kollias, Andreas Stafylopatis, Georgios Tagaris και
Stefanos Kollias. Machine learning for neurodegenerative disorder diagnosis—survey

of practices and launch of benchmark dataset. International Journal on Artificial Intel-

ligence Tools, 27(03):1850011, 2018.

[28] Ilianna Kollia, Andreas Georgios Stafylopatis και Stefanos Kollias. Predicting Par-

kinson’s disease using latent information extracted from deep neural networks. 2019

International Joint Conference on Neural Networks (ĲCNN), σελίδες 1–8. IEEE, 2019.

[29] James Wingate, Ilianna Kollia, Luc Bidaut και Stefanos Kollias. Unified deep learning

approach for prediction of Parkinson39;s disease. IET Image Processing, 14(10):1980–
1989, 2020.

[30] Dimitrios Kollias, Anastasios Arsenos, Levon Soukissian και Stefanos Kollias. Mia-

cov19d: Covid-19 detection through 3-d chest ct image analysis. Proceedings of the

IEEE/CVF International Conference on Computer Vision, σελίδες 537–544, 2021.

[31] Dimitrios Kollias, Anastasios Arsenos και Stefanos Kollias. Ai-mia: Covid-19 de-

tection &amp; severity analysis through medical imaging. arXiv preprint arXi-

v:2206.04732, 2022.

[32] Anastasios Arsenos, Dimitrios Kollias και Stefanos Kollias. A Large Imaging Database

and Novel Deep Neural Architecture for Covid-19 Diagnosis. 2022 IEEE 14th Image,

Video, and Multidimensional Signal Processing Workshop (IVMSP), σελίδες 1–5. IEEE,
2022.

[33] Dimitrios Kollias, Miao Yu, Athanasios Tagaris, Georgios Leontidis, Andreas Stafylo-
patis και Stefanos Kollias. Adaptation and contextualization of deep neural network

models. 2017 IEEE symposium series on computational intelligence (SSCI), σελίδες
1–8. IEEE.

[34] D Kollias, N Bouas, Y Vlaxos, V Brillakis, M Seferis, I Kollia, L Sukissian, J Wingate
και S Kollias. Deep Transparent Prediction through Latent Representation Analysis.
arXiv preprint arXiv:2009.07044, 2020.

[35] Dimitris Kollias, Y Vlaxos, M Seferis, Ilianna Kollia, Levon Sukissian, James Wingate
και S Kollias. Transparent adaptation in deep medical image diagnosis. International

Workshop on the Foundations of Trustworthy AI Integrating Learning, Optimization

and Reasoning, σελίδες 251–267. Springer, 2020.

∆ιπλωµατική Εργασία 87



ΒΙΒΛΙΟΓΡΑΦΙΑ

[36] Fabio De Sousa Ribeiro, Francesco Caliv&39;a, Mark Swainson, Kjartan Gudmunds-
son, Georgios Leontidis και Stefanos Kollias. Deep bayesian self-training. Neural

Computing and Applications, 32(9):4275–4291, 2020.

[37] Fabio De Sousa Ribeiro, Georgios Leontidis και Stefanos Kollias. Capsule routing

via variational bayes. Proceedings of the AAAI Conference on Artificial Intelligence,
τόµος 34, σελίδες 3749–3756, 2020.

[38] Fabio De Sousa Ribeiro, Georgios Leontidis και Stefanos Kollias. Introducing routing

uncertainty in capsule networks. Advances in Neural Information Processing Systems,
33:6490–6502, 2020.

[39] Nikolaos Simou και Stefanos Kollias. Fire: A fuzzy reasoning engine for impecise

knowledge. Citeseer.

[40] Francesco Caliva, Fabio Sousa De Ribeiro, Antonios Mylonakis, Christophe Dema-
zi’ere, Paolo Vinai, Georgios Leontidis και Stefanos Kollias. A deep learning approach

to anomaly detection in nuclear reactors. 2018 International joint conference on neural

networks (ĲCNN), σελίδες 1–8. IEEE, 2018.

[41] Bashar Alhnaity, Stefanos Kollias, Georgios Leontidis, Shouyong Jiang, Bert Schamp
και Simon Pearson. An autoencoder wavelet based deep neural network with attention

mechanism for multi-step prediction of plant growth. Information Sciences, 560:35–50,
2021.

[42] Bashar Alhnaity, Simon Pearson, Georgios Leontidis και Stefanos Kollias. Using deep

learning to predict plant growth and yield in greenhouse environments. International

Symposium on Advanced Technologies and Management for Innovative Greenhouses:

GreenSys2019 1296, σελίδες 425–432, 2019.

[43] Stefanos Kollias, Miao Yu, James Wingate, Aiden Durrant, Georgios Leontidis, Ge-
orgios Alexandridis, Andreas Stafylopatis, Antonios Mylonakis, Paolo Vinai και Ch-
ristophe Demaziere. Machine learning for analysis of real nuclear plant data in the

frequency domain. Annals of Nuclear Energy, 177:109293, 2022.

[44] Andreas Psaroudakis και Dimitrios Kollias. MixAugment &amp; Mixup: Augmentation

Methods for Facial Expression Recognition. Proceedings of the IEEE/CVF Conference

on Computer Vision and Pattern Recognition, σελίδες 2367–2375, 2022.

[45] Dimitrios Kollias και Stefanos Zafeiriou. Training deep neural networks with different

datasets in-the-wild: The emotion recognition paradigm. 2018 International Joint

Conference on Neural Networks (ĲCNN), σελίδες 1–8. IEEE, 2018.

[46] Dimitrios Kollias και Stefanos Zafeiriou. Va-stargan: Continuous affect generation.
International Conference on Advanced Concepts for Intelligent Vision Systems, σελίδες
227–238. Springer, 2020.

88 ∆ιπλωµατική Εργασία



ΒΙΒΛΙΟΓΡΑΦΙΑ

[47] G Caridakis, A Raouzaiou, K Karpouzis και S Kollias. Synthesizing Gesture Expres-

sivity Based on Real Sequences. Workshop Programme, τόµος 10, σελίδα 19.

[48] Phivos Mylonas, Evaggelos Spyrou, Yannis Avrithis και Stefanos Kollias. Using visual

context and region semantics for high-level concept detection. IEEE Transactions on

Multimedia, 11(2):229–243, 2009.

[49] Stefanos Kollias και Dimitris Anastassiou. A unified neutral network approach to di-

gital image halftoning. IEEE Transactions on signal processing, 39(4):980–984, 1991.

[50] Paraskevi Tzouveli, Andreas Schmidt, Michael Schneider, Antonis Symvonis και Ste-
fanos Kollias. Adaptive reading assistance for the inclusion of students with dyslexia:

The AGENT-DYSL approach. 2008 Eighth IEEE International Conference on Advanced

Learning Technologies, σελίδες 167–171. IEEE, 2008.

[51] K. Tempfli, G.C. Huurneman, W.H. Bakker, L.L.F. Janssen, W.F. Feringa, A.S.M.
Gieske, K.A. Grabmaier, C.A. Hecker, J.A. Horn, N. Kerle, F.D. van der Meer, G.N.
Parodi, C. Pohl, C.V. Reeves, F.J.A. van Ruitenbeek, E.M. Schetselaar, M.J.C. Weir,
E. Westinga και T. Woldai. Principles of remote sensing : an introductory textbook.
ITC Educational Textbook Series. International Institute for Geo-Information Science
and Earth Observation, Netherlands, 2009.

[52] Shu Kun Lin. Introduction to Remote Sensing. Fifth Edition. Edited by JamesB. Ca-

mpbell and Randolph H. Wynne, The Guilford Press, 2011; 662 pages, ISBN 978-1-

60918-176-5. Remote Sensing, vol. 5, issue 1, pp. 282-283, 5:282–283, 2013.

[53] All satellites - ITC Satellites and Sensors database. https://webapps.itc.utwente.nl/

sensor/default.aspx?view=allsatellites. Ηµεροµηνία πρόσβασης: 22-5-2022.

[54] Scott Madry. Introduction and History of Space Remote Sensing, σελίδες 657–666.
2013.

[55] Copernicus in Detail. https://www.copernicus.eu/en/about-copernicus/copernicus-

detail. Ηµεροµηνία πρόσβασης : 24-5-2022.

[56] Missions - Sentinel Online - Sentinel Online. https://sentinels.copernicus.eu/web/

sentinel/missions. Ηµεροµηνία πρόσβασης: 24-5-2022.

[57] Arianespace wins new contract to launch Sentinel-1C observation satellite on board

Vega-C - Arianespace. https://www.arianespace.com/press-release/arianespace-wins-

new-contract-to-launch-sentinel-1c-observation-satellite-on-board-vega-c/. Ηµε-
ϱοµηνία πρόσβασης : 24-5-2022.

[58] Gearing up for third Sentinel-2 satellite. https://www.esa.int/Applications/Observing_

the_Earth/Copernicus/Sentinel-2/Gearing_up_for_third_Sentinel-2_satellite. Ηµερο-
µηνία πρόσβασης : 24-5-2022.

[59] Sentinel-3 Infographic. https://sentinels.copernicus.eu/documents/247904/4757086/

ESA_Sentinel-3+infographic_1.pdf. Ηµεροµηνία πρόσβασης : 24-5-2022.

∆ιπλωµατική Εργασία 89

https://webapps.itc.utwente.nl/sensor/default.aspx?view=allsatellites
https://webapps.itc.utwente.nl/sensor/default.aspx?view=allsatellites
https://www.copernicus.eu/en/about-copernicus/copernicus-detail
https://www.copernicus.eu/en/about-copernicus/copernicus-detail
https://sentinels.copernicus.eu/web/sentinel/missions
https://sentinels.copernicus.eu/web/sentinel/missions
https://www.arianespace.com/press-release/arianespace-wins-new-contract-to-launch-sentinel-1c-observation-satellite-on-board-vega-c/
https://www.arianespace.com/press-release/arianespace-wins-new-contract-to-launch-sentinel-1c-observation-satellite-on-board-vega-c/
https://www.esa.int/Applications/Observing_the_Earth/Copernicus/Sentinel-2/Gearing_up_for_third_Sentinel-2_satellite
https://www.esa.int/Applications/Observing_the_Earth/Copernicus/Sentinel-2/Gearing_up_for_third_Sentinel-2_satellite
https://sentinels.copernicus.eu/documents/247904/4757086/ESA_Sentinel-3+infographic_1.pdf
https://sentinels.copernicus.eu/documents/247904/4757086/ESA_Sentinel-3+infographic_1.pdf


ΒΙΒΛΙΟΓΡΑΦΙΑ

[60] Sentinel-4 - Missions - Sentinel Online - Sentinel Online. https://sentinels.copernicus.
eu/web/sentinel/missions/sentinel-4. Ηµεροµηνία πρόσβασης: 24-5-2022.

[61] Sentinel-6 Overview - Missions - Sentinel Online - Sentinel Online. https://sentinels.

copernicus.eu/web/sentinel/missions/sentinel-6/overview. Ηµεροµηνία πρόσβασης :
24-5-2022.

[62] SHUET. Sentinel-2 User Handbook. https://sentinels.copernicus.eu/documents/

247904/685211/Sentinel-2_User_Handbook, 2015.

[63] Radiometric - Resolutions - Sentinel-2 MSI - User Guides - Sentinel On-

line. https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-2-msi/

resolutions/radiometric. Ηµεροµηνία πρόσβασης : 25-5-2022.

[64] What is Computer Vision? | IBM. https://www.ibm.com/topics/computer-vision. Ηµε-
ϱοµηνία πρόσβασης 8-6-2022.

[65] 27+ Most Popular Computer Vision Applications in 2022. https://viso.ai/

applications/computer-vision-applications/. Ηµεροµηνία πρόσβασης 8-6-2022.

[66] Jia Deng, Wei Dong, Richard Socher, Li Jia Li, Kai Li και Li Fei-Fei. ImageNet: A

large-scale hierarchical image database. 2009 IEEE Conference on Computer Vision

and Pattern Recognition, σελίδες 248–255, 2009.

[67] Alex Krizhevsky, Ilya Sutskever και Geoffrey E Hinton. ImageNet Classification with

Deep Convolutional Neural Networks. Advances in Neural Information Processing Sy-

stemsF. Pereira, C.J. Burges, L. Bottou και K.Q. Weinberger, επιµελητές, τόµος 25.
Curran Associates, Inc., 2012.

[68] Sergey Ioffe και Christian Szegedy. Batch Normalization: Accelerating Deep Network

Training by Reducing Internal Covariate Shift. CoRR, abs/1502.03167, 2015.

[69] Andreas Veit, Michael Wilber και Serge Belongie. Residual Networks Behave Like

Ensembles of Relatively Shallow Networks, 2016.

[70] Honggang Chen, Xiaohai He, Linbo Qing, Yuanyuan Wu, Chao Ren και Ce Zhu.
Real-World Single Image Super-Resolution: A Brief Review, 2021.

[71] Zhengxiong Luo, Yan Huang, Shang Li, Liang Wang και Tieniu Tan. Unfolding the

Alternating Optimization for Blind Super Resolution, 2020.

[72] Pengxu Wei, Ziwei Xie, Hannan Lu, Zongyuan Zhan, Qixiang Ye, Wangmeng Zuo και
Liang Lin. Component Divide-and-Conquer for Real-World Image Super-Resolution.
2020.

[73] Ian J. Goodfellow, Jean Pouget-Abadie, Mehdi Mirza, Bing Xu, David Warde-Farley,
Sherjil Ozair, Aaron Courville και Yoshua Bengio. Generative Adversarial Networks,
2014.

90 ∆ιπλωµατική Εργασία

https://sentinels.copernicus.eu/web/sentinel/missions/sentinel-4
https://sentinels.copernicus.eu/web/sentinel/missions/sentinel-4
https://sentinels.copernicus.eu/web/sentinel/missions/sentinel-6/overview
https://sentinels.copernicus.eu/web/sentinel/missions/sentinel-6/overview
https://sentinels.copernicus.eu/documents/247904/685211/Sentinel-2_User_Handbook
https://sentinels.copernicus.eu/documents/247904/685211/Sentinel-2_User_Handbook
https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-2-msi/resolutions/radiometric
https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-2-msi/resolutions/radiometric
https://www.ibm.com/topics/computer-vision
https://viso.ai/applications/computer-vision-applications/ 
https://viso.ai/applications/computer-vision-applications/ 


ΒΙΒΛΙΟΓΡΑΦΙΑ

[74] Liang Chieh Chen, George Papandreou, Iasonas Kokkinos, Kevin Murphy και Alan L.
Yuille. DeepLab: Semantic Image Segmentation with Deep Convolutional Nets, Atrous

Convolution, and Fully Connected CRFs, 2016.

[75] Liang Chieh Chen, George Papandreou, Florian Schroff και Hartwig Adam. Rethinking

Atrous Convolution for Semantic Image Segmentation, 2017.

[76] Salman H. Khan, Muzammal Naseer, Munawar Hayat, Syed Waqas Zamir, Fahad
Shahbaz Khan και Mubarak Shah. Transformers in Vision: A Survey. CoRR,
abs/2101.01169, 2021.

[77] Yixuan Wei, Han Hu, Zhenda Xie, Zheng Zhang, Yue Cao, Jianmin Bao, Dong Chen
και Baining Guo. Contrastive Learning Rivals Masked Image Modeling in Fine-tuning

via Feature Distillation, 2022.

[78] Ze Liu, Han Hu, Yutong Lin, Zhuliang Yao, Zhenda Xie, Yixuan Wei, Jia Ning, Yue
Cao, Zheng Zhang, Li Dong, Furu Wei και Baining Guo. Swin Transformer V2: Scaling

Up Capacity and Resolution. 2021.

[79] Jitesh Jain, Anukriti Singh, Nikita Orlov, Zilong Huang, Jiachen Li, Steven Wal-
ton και Humphrey Shi. SeMask: Semantically Masked Transformers for Semantic

Segmentation, 2021.

[80] Alexia Jolicoeur-Martineau. The relativistic discriminator: a key element missing from

standard GAN, 2018.

[81] Francesco Cardinaleet al. ISR. https://github.com/idealo/image-super-resolution,
2018.

[82] Hengshuang Zhao, Jianping Shi, Xiaojuan Qi, Xiaogang Wang και Jiaya Jia. Pyramid

Scene Parsing Network, 2016.

[83] Kaiming He, Xiangyu Zhang, Shaoqing Ren και Jian Sun. Deep Residual Learning

for Image Recognition, 2015.

[84] Hengshuang Zhao, Jianping Shi, Xiaojuan Qi, Xiaogang Wang και Jiaya Jia. Pyramid

Scene Parsing Network, 2016.

[85] Huimin Huang, Lanfen Lin, Ruofeng Tong, Hongjie Hu, Qiaowei Zhang, Yutaro Iw-
amoto, Xianhua Han, Yen Wei Chen και Jian Wu. UNet 3+: A Full-Scale Connected

UNet for Medical Image Segmentation. ICASSP 2020 - 2020 IEEE International Confe-

rence on Acoustics, Speech and Signal Processing (ICASSP), σελίδες 1055–1059, 2020.

[86] Nabila Abraham και Naimul Mefraz Khan. A Novel Focal Tversky loss function with

improved Attention U-Net for lesion segmentation. CoRR, abs/1810.07842, 2018.

[87] MMSegmentation Contributors. MMSegmentation: OpenMMLab Semantic Segmenta-

tion Toolbox and Benchmark. https://github.com/open-mmlab/mmsegmentation, 2020.

∆ιπλωµατική Εργασία 91

https://github.com/idealo/image-super-resolution
https://github.com/open-mmlab/mmsegmentation


ΒΙΒΛΙΟΓΡΑΦΙΑ

[88] Hang Gong, Tingkui Mu, Qiuxia Li, Haishan Dai, Chunlai Li, Zhiping He, Wenjing
Wang, Feng Han, Abudusalamu Tuniyazi, Haoyang Li, Xuechan Lang, Zhiyuan Li και
Bin Wang. Swin-Transformer-Enabled YOLOv5 with Attention Mechanism for Small

Object Detection on Satellite Images. Remote Sensing, 14(12), 2022.

[89] Xingjian Gu, Sizhe Li, Shougang Ren, Hengbiao Zheng, Chengcheng Fan και Huan-
liang Xu. Adaptive enhanced swin transformer with U-net for remote sensing image

segmentation. Computers and Electrical Engineering, 102:108223, 2022.

[90] Linus Scheibenreif, Joëlle Hanna, Michael Mommert και Damian Borth. Self-

supervised Vision Transformers for Land-cover Segmentation and Classification.
2022 IEEE/CVF Conference on Computer Vision and Pattern Recognition Workshops

(CVPRW), σελίδες 1421–1430, 2022.

92 ∆ιπλωµατική Εργασία


	Περίληψη
	Abstract
	Ευχαριστίες
	Πρόλογος
	Εισαγωγή
	Αντικείμενο της διπλωματικής
	Σχετικές Εργασίες
	Οργάνωση του τόμου

	I Θεωρητικό Μέρος
	Δορυφορική Τηλεπισκόπηση
	Εισαγωγή
	Η ηλεκτρομαγνητική ενέργεια
	Αλληλεπίδραση με την ατμόσφαιρα και την επιφάνεια της Γης
	Το πρόγραμμα Copernicus
	Sentinel-2

	Νευρωνικά Δίκτυα στην Όραση Υπολογιστών
	Εισαγωγή
	Συνελικτικά Νευρωνικά Δίκτυα (CNN)
	Συνελικτικό Επίπεδο (Convolutional Layer)
	Επίπεδο Ενεργοποίησης (Activation Layer)
	Επίπεδο Υποδειγματοληψίας (Pooling Layer)
	Επίπεδο Κανονικοποίησης Παρτίδας (Batch Normalization Layer)
	Πλήρως Συνδεδεμένο Επίπεδο (Fully-Connected Layer)
	Residual Blocks

	Υπερανάλυση Εικόνας (Image Super-Resolution)
	Σημασιολογική Κατάτμηση Εικόνας (Semantic Segmentation)


	II Προετοιμασία
	Δημιουργία Συνόλου Δεδομένων
	Συγκέντρωση δορυφορικών εικόνων
	Google Earth Engine
	Προεπεξεργασία και λήψη των εικόνων

	Συγκέντρωση Ετικετών
	OpenStreetMap
	Λήψη Ετικετών

	Οργάνωση Δεδομένων


	III Πειραματικό μέρος
	Υλοποίηση
	Υπερανάλυση Εικόνας (Image Super-Resolution)
	SRGAN
	ESRGAN

	Σημασιολογική Κατάτμηση (Semantic Segmentation)
	ResUNet-a
	DeepLabv3+
	Swin Transformer

	Μετρικές Αξιολόγησης
	Συναρτήσεις Απώλειας (Loss Functions)
	Μετρικές Ακρίβειας

	Λεπτομέρειες Υλοποίησης
	Διαδικασία και παράμετροι Μοντέλων
	Υπολογιστικό Σύστημα


	Πειραματικά Αποτελέσματα
	Ποσοτική Αξιολόγηση Αποτελεσμάτων
	Αποτελέσματα για τις εικόνες χωρίς υπερανάλυση
	Αποτελέσματα για τις εικόνες με υπερανάλυση
	Αποτελέσματα όλων των μοντέλων σε ένα κοινό σύνολο

	Ποιοτική Αξιολόγηση Αποτελεσμάτων
	Παρατηρήσεις ως προς τα αποτελέσματα
	Ιδιαιτερότητες Δεδομένων
	Επίδραση της Υπερανάλυσης Εικόνων



	IV Επίλογος
	Συμπεράσματα και Μελλοντικές Επεκτάσεις
	Συμπεράσματα
	Μελλοντικές Επεκτάσεις


	Βιβλιογραφία

