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Περίληψη

Η ανάπτυξη ροών εργασίας μηχανικής μάθησης είναι μια δύσκολη και χρονοβόρα δια-

δικασία, ενώ η διαχείρισή αυτών στο υπολογιστικό νέφος και η μεταφορά τους ανάμε-

σα σε διαφορετικά περιβάλλοντα απαιτεί συχνά προηγμένες τεχνικές δεξιότητες. Το

Kubeflow, ένα έργο ανοικτού κώδικα που γρήγορα αναδεικνύεται ως η de facto πλατ-

φόρμα για εγγενείς στο νέφος (cloud-native) εργασίες μηχανικής μάθησης (MLOps),

φιλοδοξεί να δώσει λύση σε αυτά τα προβλήματα, επιτρέποντας την εύκολη, φορητή

και κλιμακούμενη ανάπτυξη ροών εργασίας μηχανικής μάθησης στοKubernetes. Μέχρι

τώρα, χρησιμοποιούσαμε τοKale, ένα Python εργαλείο υψηλού επιπέδου, για την ενορ-

χήστρωση των δομικών στοιχείων του Kubeflow, εντός της ίδιας συστοιχίας (cluster).

Η τρέχουσα προσέγγιση, ωστόσο, ενδεχομένως αποτυγχάνει να εξυπηρετήσει ορισμέ-

να ενδιαφέροντα σενάρια, συνηθισμένα σε μεγάλες επιχειρήσεις, που συχνά περιλαμ-

βάνουν ξεχωριστές συστοιχίες που στοχεύουν σε διαφορετικά στάδια ανάπτυξης (α-

νάπτυξη, παραγωγή) ή κύκλους ζωής ροής εργασιών μηχανικής μάθησης (προεπεξερ-

γασία δεδομένων, εκπαίδευση μοντέλου, εξυπηρέτηση αιτημάτων), έχοντας έτσι πολύ

διαφορετικές απαιτήσεις και προδιαγραφές. Κάποιες συστοιχίες μπορεί να παρέχουν

πρόσβαση σε περιορισμένες υπηρεσίες όπως λίμνες δεδομένων (data lakes) και αποθε-

τήρια αντικειμένων, ενώ άλλες μπορεί να επωφελούνται από εξειδικευμένους υπολο-

γιστικούς πόρους (π.χ. κάρτες γραφικών, υπολογιστικές συσκευές υψηλής επίδοσης).

Η παρούσα διπλωματική εργασία επικεντρώνεται στο σχεδιασμό και την υλοποίηση ε-

νός μηχανισμού που διευκολύνει την εκτέλεση μιας ολοκληρωμένης ροής εργασίας μη-

χανικής μάθησης σε διάφορες τοποθεσίες, ενορχηστρώνει τα βήματά της και διαχειρί-

ζεται τις μεταξύ τους εξαρτήσεις. Ειδικότερα, ο στόχος είναι να επιτρέψει την ανάπτυξη

ενός κανονικού Kubeflow Pipeline και να προσφέρει το μηχανισμό που θα καταστήσει

εφικτή την εκτέλεση των διακριτών τμημάτων αυτού σε διαφορετικές τοποθεσίες. Αυ-

τό θα επιτρέψει ουσιαστικά στους επιστήμονες δεδομένων να εκπαιδεύουν το μοντέλο

τους σε μια τοποθεσία κοντά στα δεδομένα, αξιοποιώντας οποιαδήποτε διαθέσιμη ε-

ξειδικευμένη υποδομή, και να το «σερβίρουν» σε κάποια άλλη, πιο κοντά στην τελική

προβλεπτική εφαρμογή. Για να το επιτύχουμε αυτό, θα αξιοποιήσουμε τις υπάρχουσες

παροχές των Kubeflow Pipelines, όπως η κρυφή μνήμη (caching), και θα αναπτύξου-

με έναν μηχανισμό για τη μεταφορά των εξαρτήσεων μεταξύ των βημάτων από τη μία

τοποθεσία στην επόμενη.
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Abstract

Developing Machine Learning Pipelines is a hard and time-consuming process, while

managing these in the cloud and transferring them between environments often re-

quires advanced technical skills. Kubeflow, an open-source project that is rapidly be-

coming the de facto cloud-nativeMLOps platform, aspires to provide a solution to these

problems enabling the simple, portable and scalable deployment of Machine Learning

Workflows on Kubernetes. Until now, we have been using Kale, a high-level pythonic

Kubeflow orchestrator, to orchestrate Kubeflow components within the same EKF clus-

ter. This means that a Data Scientist defines a workflow within their Jupyter notebook

and then submits it to run in the same Kubeflow instance.

The current approach, however, may fail to capture some interesting scenarios that are

common in large enterprises, often involving separate clusters and deployments that tar-

get different development stages (development, production) orworkflow lifecycles (pro-

cess, train, serve), thus having wildly varying requirements and specifications. Some of

these might provide access to limited services like data lakes, build systems and arti-

fact repositories, while others might benefit from specialized computing resources (e.g.

GPUs, HPC devices).

This diploma thesis focuses on the design and implementation of a mechanism that

facilitates running an end-to-end MLOps workflow across locations, orchestrating its

steps and managing dependencies between them. More specifically, the goal is to allow

developing a normal Kubeflow pipeline and provide the mechanism to enable running

its distinct parts in different locations. This will essentially allow Data Scientists to train

their model in a location close to the data, leveraging any specialized infrastructure at

their disposal, and serve it in a different one, closer to the end-user predictive applica-

tion. In order to achieve this, we will harness existing Kubeflow Pipelines features, like

caching, and develop a mechanism to migrate inter-step dependencies between loca-

tions.

Keywords

Kubeflow, Split Pipelines, Caching, Data Migration, Kubernetes, Argo Workflows, Kale,

Rok



x



xi

Αντί Προλόγου

Η παρούσα διπλωματική αποτελεί απλώς το επισφράγισμα μιας πολυετούς προσπά-

θειας, επίπονης ενίοτε, αλλά ως επί το πλείστον ιδιαίτερα διδακτικής. Στις γραμμές

που ακολουθούν, θα ήθελα να αναφερθώ στα άτομα που συνετέλεσαν καθοριστικά

προς την επιτυχή ολοκλήρωσή της, είτε ως μέντορες και αρωγοί, είτε απλώς ως συ-

νοδοιπόροι.

Ξεκινώντας, δε θα μπορούσα παρά να ευχαριστήσω τον επιβλέποντα της διπλωματικής

μου, ΚαθηγητήΝεκτάριοΚοζύρη, ο οποίος από τα πρώτα κιόλας μαθήματα στο μακρινό

5ο εξάμηνο μού ενστάλαξε την αγάπη για την επιστήμη των υπολογιστών.

Ταυτόχρονα, οφείλω να εκφράσω την ευγνωμοσύνη μου προς τον Διδάκτορα Βαγγέ-

λη Κούκη, για την ευκαιρία που μου έδωσε πριν από περίπου ενάμιση χρόνο, να γίνω

μέλος της οικογένειας της Arrikto, καθώς και για την αδιάλειπτη στήριξη έκτοτε. Η

καθοδήγησή του σε όλα τα στάδια εκπόνησης της διπλωματικής, από την επιλογή του

θέματος, τη σχεδίαση, την υλοποίηση, μέχρι και την προετοιμασία της παρουσίασης,

υπήρξε καταλυτική.

Εντός της Arrikto, είχα την τύχη να γνωρίσω και να συνεργαστώ με εξαιρετικούς αν-

θρώπους και μηχανικούς, σε ένα περιβάλλον που με αγκάλιασε από την πρώτη στιγμή.

Αισθάνομαι την ανάγκη να ευχαριστήσω ιδιαιτέρως τους συνεργάτες και μέντορές μου,

Stefano Fioravanzo και Ηλία Κατσακιώρη για την καθοδήγηση, τη σταθερή ενθάρρυν-

ση και την ανεκτίμητηψυχολογική υποστήριξη, καθώς και τουςΜανώληΑνδρουλιδάκη

και Κωστή Λώλο για την κρίσιμη συνεισφορά τους στο κομμάτι της υλοποίησης και την

εμπειρία που απέκτησα δουλεύοντας μαζί τους. Οφείλω, δε, να αναφερθώ ειδικά στους

φίλους, συναδέλφους και συνοδοιπόρους Κωστή, Παναγιώτη, Κωνσταντίνο και Γρηγό-

ρη που με την παρέα και τη βοήθειά τους, έκαναν ίσως τη διαδικασία της διπλωματικής

λίγο πιο εύκολη.

Ευχαριστώ, τελικά, τους φίλους και τους δικούς μου που ήταν πάντα εκεί.

Φοίβος Καλεμκερής

Οκτώβριος 2022



xii



Περιεχόμενα

Περίληψη vii

Abstract ix

Αντί Προλόγου xi

1 Εισαγωγή 1
1.1 Κίνητρο . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.2 Διατύπωση Προβλήματος . . . . . . . . . . . . . . . . . . . . . . . . 3

1.3 Προτεινόμενη Λύση . . . . . . . . . . . . . . . . . . . . . . . . . . . 5

1.4 Δομή Διπλωματικής Εργασίας . . . . . . . . . . . . . . . . . . . . . . 8

2 Υπόβαθρο 9
2.1 Περιέκτες ή Containers . . . . . . . . . . . . . . . . . . . . . . . . . . 9

2.1.1 Namespaces και cgroups . . . . . . . . . . . . . . . . . . . . . 10

2.1.2 Containers vs VMs . . . . . . . . . . . . . . . . . . . . . . . . 10

2.1.3 Εικόνες Περιεκτών ή Container Images . . . . . . . . . . . . . 11

2.2 Kubernetes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

2.2.1 Kubernetes Cluster . . . . . . . . . . . . . . . . . . . . . . . . 12

Στοιχεία Επιπέδου Ελέγχου . . . . . . . . . . . . . . . . . . . 13

Στοιχεία Κόμβου . . . . . . . . . . . . . . . . . . . . . . . . . 14

2.2.2 Αντικείμενα στο Kubernetes . . . . . . . . . . . . . . . . . . . 14

Custom Resources . . . . . . . . . . . . . . . . . . . . . . . . 16

2.2.3 Ελεγκτές και Μοτίβο Χειριστή . . . . . . . . . . . . . . . . . 17

xiii



xiv

2.2.4 Storage . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

PersistentVolumes . . . . . . . . . . . . . . . . . . . . . . . . 19

PersistentVolumeClaims . . . . . . . . . . . . . . . . . . . . . 19

VolumeSnapshots . . . . . . . . . . . . . . . . . . . . . . . . 20

2.3 Argo Workflows . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2.4 Kubeflow . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22

2.4.1 Συστατικά του Kubeflow . . . . . . . . . . . . . . . . . . . . . 22

Notebook Servers . . . . . . . . . . . . . . . . . . . . . . . . 23

Kubeflow Pipelines . . . . . . . . . . . . . . . . . . . . . . . . 23

2.4.2 Kubeflow και Αποθήκευση Δεδομένων . . . . . . . . . . . . . 26

Η Αποθήκη Αντικειμένων MinIO . . . . . . . . . . . . . . . . 26

Η Βάση Δεδομένων MySQL του KFP API Server . . . . . . . . 27

Machine Learning Metadata (MLMD) . . . . . . . . . . . . . 27

2.4.3 Arikto Enterprise Kubeflow (EKF) . . . . . . . . . . . . . . . 30

2.5 Kale . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

2.5.1 Ενσωμάτωση MLMD . . . . . . . . . . . . . . . . . . . . . . 32

2.6 Rok . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

2.7 Rok Registry . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34

3 Σχεδίαση 37

3.1 Επισκόπηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

3.2 Split Pipelines . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40

3.2.1 Ο Μηχανισμός . . . . . . . . . . . . . . . . . . . . . . . . . . 41

3.2.2 Ένα Πλήρες Παράδειγμα . . . . . . . . . . . . . . . . . . . . . 43

3.3 Διερεύνηση Εξαρτήσεων . . . . . . . . . . . . . . . . . . . . . . . . . 47

3.3.1 Τρέχοντας Kubeflow Pipelines με το Kale και το Rok . . . . . . 47

Pipeline και Βήματα . . . . . . . . . . . . . . . . . . . . . . . 49

Μεταγλώττιση του Pipeline . . . . . . . . . . . . . . . . . . . 49

Marshalling . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

Volumes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

3.3.2 Μετάδοση Δεδομένων . . . . . . . . . . . . . . . . . . . . . . 53

Argo Workflows . . . . . . . . . . . . . . . . . . . . . . . . . 53

Kubeflow Pipelines . . . . . . . . . . . . . . . . . . . . . . . . 72

Kale . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77



xv

3.3.3 KFP Caching . . . . . . . . . . . . . . . . . . . . . . . . . . . 79

Επισκόπηση . . . . . . . . . . . . . . . . . . . . . . . . . . . 81

Αρχιτεκτονικό Υπόβαθρο . . . . . . . . . . . . . . . . . . . . 82

Μηχανισμός Χρόνου Εκτέλεσης . . . . . . . . . . . . . . . . . 86

Arrikto vs Upstream KFP Cache . . . . . . . . . . . . . . . . 92

3.4 Συγχρονισμός [Μετα]Δεδομένων . . . . . . . . . . . . . . . . . . . . 93

3.4.1 Το Παζλ των Εξαρτήσεων . . . . . . . . . . . . . . . . . . . . 93

3.4.2 Ο Μηχανισμός Συγχρονισμού . . . . . . . . . . . . . . . . . . 98

Μια Γενικευμένη Μετανάστευση Δεδομένων . . . . . . . . . . 99

Backup . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102

Restore . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 103

3.5 Πρόωρη Διακοπή . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 105

4 Υλοποίηση 109

4.1 Μετανάστευση Δεδομένων . . . . . . . . . . . . . . . . . . . . . . . . 109

4.1.1 Προαπαιτούμενα . . . . . . . . . . . . . . . . . . . . . . . . . 110

4.1.2 BaseMigration . . . . . . . . . . . . . . . . . . . . . . . . . . 111

Διαχείριση των PVC . . . . . . . . . . . . . . . . . . . . . . . 113

Διαχείριση των Κουβάδων . . . . . . . . . . . . . . . . . . . . 115

4.1.3 Εργασίες Μετανάστευσης . . . . . . . . . . . . . . . . . . . . 121

Εργασίες Backup . . . . . . . . . . . . . . . . . . . . . . . . . 122

Εργασίες Restore . . . . . . . . . . . . . . . . . . . . . . . . . 126

4.1.4 Εργαλεία CLI Μετανάστευσης . . . . . . . . . . . . . . . . . 129

5 Επίλογος 133

5.1 Συμπερασματικά Σχόλια . . . . . . . . . . . . . . . . . . . . . . . . . 133

5.2 Μελλοντικό Έργο . . . . . . . . . . . . . . . . . . . . . . . . . . . . 134

1 Introduction 137

1.1 Motivation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 137

1.2 Problem Statement . . . . . . . . . . . . . . . . . . . . . . . . . . . . 139

1.3 Proposed Solution . . . . . . . . . . . . . . . . . . . . . . . . . . . . 140

1.4 Outline . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 142



xvi

2 Background 143

2.1 Containers . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 143

2.1.1 Namespaces and cgroups . . . . . . . . . . . . . . . . . . . . 144

2.1.2 Containers vs VMs . . . . . . . . . . . . . . . . . . . . . . . . 144

2.1.3 Container Images . . . . . . . . . . . . . . . . . . . . . . . . 144

2.2 Kubernetes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 145

2.2.1 Kubernetes Cluster . . . . . . . . . . . . . . . . . . . . . . . . 146

Control Plane Components . . . . . . . . . . . . . . . . . . . 147

Node Components . . . . . . . . . . . . . . . . . . . . . . . . 148

2.2.2 Kubernetes Objects . . . . . . . . . . . . . . . . . . . . . . . 148

Custom Resources . . . . . . . . . . . . . . . . . . . . . . . . 150

2.2.3 Controllers and the Operator Pattern . . . . . . . . . . . . . . 150

2.2.4 Storage . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 151

PersistentVolumes . . . . . . . . . . . . . . . . . . . . . . . . 152

PersistentVolumeClaims . . . . . . . . . . . . . . . . . . . . . 152

VolumeSnapshots . . . . . . . . . . . . . . . . . . . . . . . . 153

2.3 Argo Workflows . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 154

2.4 Kubeflow . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 156

2.4.1 Kubeflow Components . . . . . . . . . . . . . . . . . . . . . 156

Notebook Servers . . . . . . . . . . . . . . . . . . . . . . . . 156

Kubeflow Pipelines . . . . . . . . . . . . . . . . . . . . . . . . 157

2.4.2 Persistence in Kubeflow . . . . . . . . . . . . . . . . . . . . . 160

MinIO Object Store . . . . . . . . . . . . . . . . . . . . . . . 160

KFP API Server MySQL DB . . . . . . . . . . . . . . . . . . . 161

Machine Learning Metadata (MLMD) . . . . . . . . . . . . . 162

2.4.3 Arikto Enterprise Kubeflow (EKF) . . . . . . . . . . . . . . . 164

2.5 Kale . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 165

2.5.1 MLMD Integration . . . . . . . . . . . . . . . . . . . . . . . 166

2.6 Rok . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 167

2.7 Rok Registry . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 168



xvii

3 Design 171
3.1 Overview . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 171
3.2 Split Pipelines . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 174

3.2.1 Defining the Mechanism . . . . . . . . . . . . . . . . . . . . . 175
3.2.2 An E2E Example . . . . . . . . . . . . . . . . . . . . . . . . . 176

3.3 Investigating Dependencies . . . . . . . . . . . . . . . . . . . . . . . 180
3.3.1 Running Kubeflow Pipelines with Kale and Rok . . . . . . . . 180

Pipeline and Steps . . . . . . . . . . . . . . . . . . . . . . . . 182
Pipeline Compilation . . . . . . . . . . . . . . . . . . . . . . 182
Marshalling . . . . . . . . . . . . . . . . . . . . . . . . . . . 183
Volumes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 185

3.3.2 Data Passing . . . . . . . . . . . . . . . . . . . . . . . . . . . 185
Argo Workflows . . . . . . . . . . . . . . . . . . . . . . . . . 186
Kubeflow Pipelines . . . . . . . . . . . . . . . . . . . . . . . . 202
Kale . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 206

3.3.3 KFP Caching . . . . . . . . . . . . . . . . . . . . . . . . . . . 208
Overview . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 210
Architecture Background . . . . . . . . . . . . . . . . . . . . 211
Runtime Mechanism . . . . . . . . . . . . . . . . . . . . . . . 214
Arrikto vs Upstream Cache Implementation . . . . . . . . . . 220

3.4 [Meta]Data Syncing . . . . . . . . . . . . . . . . . . . . . . . . . . . 220
3.4.1 The Dependencies Puzzle . . . . . . . . . . . . . . . . . . . . 221
3.4.2 The Syncing Mechanism . . . . . . . . . . . . . . . . . . . . . 225

A Generic Migration . . . . . . . . . . . . . . . . . . . . . . . 225
Backup . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 228
Restore . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 229

3.5 Early Stopping . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 231

4 Implementation 235
4.1 Migration . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 235

4.1.1 Requirements . . . . . . . . . . . . . . . . . . . . . . . . . . 236
4.1.2 BaseMigration . . . . . . . . . . . . . . . . . . . . . . . . . . 237

Dealing with PVCs . . . . . . . . . . . . . . . . . . . . . . . . 239
Dealing with Buckets . . . . . . . . . . . . . . . . . . . . . . 240

4.1.3 Migration Tasks . . . . . . . . . . . . . . . . . . . . . . . . . 246
Backup Tasks . . . . . . . . . . . . . . . . . . . . . . . . . . . 247
Restore Tasks . . . . . . . . . . . . . . . . . . . . . . . . . . . 250

4.1.4 Migration CLIs . . . . . . . . . . . . . . . . . . . . . . . . . . 254



xviii

5 Conclusion 257

5.1 Concluding Remarks . . . . . . . . . . . . . . . . . . . . . . . . . . . 257

5.2 Future Work . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 258

Bibliography 259



1
Εισαγωγή

Σε αυτό το πρώτο κεφάλαιο θα παρουσιάσουμε ένα περίγραμμα του αντικειμένου της

παρούσας διπλωματικής. Θα ξεκινήσουμε παρέχοντας μια σύντομη επισκόπηση της

εργασίας που έχουμε αναλάβει, μιλώντας για τις ελλείψεις των υφιστάμενων λύσεων,

προτού προχωρήσουμε σε μια υψηλού επιπέδου περιγραφή του προτεινόμενου μηχα-

νισμού. Τέλος, θα παρουσιάσουμε συνοπτικά τη δομή της διπλωματικής.

1.1 Κίνητρο

Ημηχανική μάθηση είναι ένας όρος που χρησιμοποιείται πολύ συχνά, όλο και πιο έντο-

να τις τελευταίες δύο δεκαετίες. Φυσικά, ούτε η έννοια ούτε οι περισσότερες από τις

σχετικές τεχνολογίες είναι ιδιαίτερα νέες. Στην πραγματικότητα, ο ίδιος ο όρος χρο-

νολογείται στη δεκαετία του 1950, όταν ο Arthur Samuel, ένας μηχανικός της IBM,

παθιασμένος με “το γενικότερο πρόβλημα της συγγραφής ενός προγράμματος που θα

φαινόταν να παρουσιάζει νοημοσύνη ” [1], ανέπτυξε ένα πρόγραμμα που παίζει ντάμα

και έχει την ικανότητα να μαθαίνει μόνο του [2]. Αυτό βασιζόταν σε μια συνάρτηση α-

πώλειας (loss function) που υπολόγιζε την πιθανότητα να κερδίσει το παιχνίδι με βάση

την τρέχουσα θέση, παρόμοια με αυτή που βλέπουμε στους αλγορίθμους ενισχυτικής

μάθησης.

Από τότε, η μηχανική μάθηση έχει διανύσει πολύ δρόμο. Αδιαμφισβήτητα, πολλά χρή-

ματα έχουν διοχετευθεί στη σχετική έρευνα με σκοπό την ανάπτυξη νέων αλγορίθ-

μων. Η πρόσφατη εκρηκτική άνθησή της δεν θα ήταν ποτέ δυνατή, ωστόσο, χωρίς

τις ραγδαίες τεχνολογικές εξελίξεις στον τομέα της αποθήκευσης και της επεξεργα-

1
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στικής ισχύος. Σήμερα, η μηχανική μάθηση (ΜΜ) είναι εξαιρετικά διαδεδομένη. Α-

πό τα αυτοκινούμενα αυτοκίνητα και τους εικονικούς βοηθούς μέχρι την ανίχνευση α-

νεπιθύμητων μηνυμάτων ηλεκτρονικού ταχυδρομείου και το σύστημα συστάσεων του

Netflix, έχει διεισδύσει σε κάθε πτυχή της καθημερινής μας ζωής. Υπό το πρίσμα αυτό,

οι επιχειρήσεις- ανεξαρτήτως κλάδου- αναγκάζονται να εξετάσουν την τεχνολογία αυ-

τή πιο προσεκτικά, συνειδητοποιώντας ότι η δυνατότητα να εξάγουν δομημένη γνώση

από μια πληθώρα δεδομένων τις καθιστά πιο αποτελεσματικές, χαρίζοντάς τους πλεο-

νέκτημα έναντι των ανταγωνιστών και επιτρέποντάς τους να αναγνωρίζουν άμεσα νέες

πηγές εσόδων.

Δυστυχώς, υπάρχει μια θεμελιώδης διαφορά μεταξύ της δημιουργίας ενός μοντέλου

ΜΜ στο Jupyter notebook και της ανάπτυξης-ενσωμάτωσης ενός μοντέλου ΜΜ σε έ-

να σύστημα παραγωγής που προσφέρει επιχειρηματική αξία. Στην πραγματικότητα, ο

κύκλος ζωής μιας τυπικής ροής εργασίας μηχανικής μάθησης αποτελείται από πολλά

πολύπλοκα στοιχεία, όπως η συλλογή και η προεπεξεργασία δεδομένων, η εκπαίδευ-

ση, ρύθμιση, ανάπτυξη και παρακολούθηση μοντέλων, η ανάλυση και επεξήγηση των

αποτελεσμάτων και πολλά άλλα. Είναι φυσικό, επομένως, να απαιτεί στενή συνεργα-

σία μεταξύ ομάδων και επιχειρησιακών λειτουργιών, από την Επιστήμη Δεδομένων και

τη Μηχανική Δεδομένων έως την Ασφάλεια και τη Μηχανική ΜΜ. Φυσικά, χρειάζεται

επιχειρησιακή αυστηρότητα προκειμένου όλες αυτές οι διαδικασίες να διατηρούνται

συγχρονισμένες και να λειτουργούν παράλληλα. Το MLOps είναι μια προσέγγιση που

περιλαμβάνει τον πειραματισμό, την επανάληψη και τη συνεχή βελτίωση του κύκλου

ζωής της μηχανικής μάθησης.
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Το MLOps βασίζεται στις αρχές και τις πρακτικές DevOps που αυξάνουν την αποτε-

λεσματικότητα των ροών εργασίας, με παραδείγματα που περιλαμβάνουν τη συνεχή

ολοκλήρωση, παράδοση και ανάπτυξη. Όταν εφαρμόζεται στη διαδικασία μηχανικής

μάθησης, το MLOps περιλαμβάνει τις διαδικασίες και τα σχετικά εργαλεία που επιτρέ-

πουν στους επιστήμονες δεδομένων να δημιουργούν αναπαραγώγιμες, φορητές σωλη-

νώσεις (pipelines) μηχανικής μάθησης, να συσκευάζουν και να επαναχρησιμοποιούν τα

περιβάλλοντα λογισμικού τους, να παρακολουθούν τη ροή εργασίας σε ολόκληρο τον

κύκλο ζωής της μηχανικής μάθησης και να συνεργάζονται.

Το Kubeflow, μια πλατφόρμα ανοικτού κώδικα και εργαλειοθήκη ΜΜ, φιλοδοξεί να

γεφυρώσει το χάσμα μεταξύ των τεχνολογιών με τις οποίες είναι ήδη εξοικειωμένοι οι

επιστήμονες δεδομένων και των βέλτιστων πρακτικών (best practices) που απορρέουν

από τις αρχές του MLOps, καθιστώντας την ανάπτυξη μοντέλων μηχανικής μάθησης

στο Kubernetes προσιτή.

1.2 Διατύπωση Προβλήματος

Αναμφισβήτητα, το πιο κρίσιμο συστατικό του Kubeflow είναι το Kubeflow Pipelines

(KFP), μια πλατφόρμα για τη δημιουργία και την ανάπτυξη φορητών και κλιμακούμε-

νων ροών εργασίας μηχανικής μάθησης (ΜΜ)που βασίζονται σε περιέκτες (containers)

Docker. Ένας αγωγός ή σωλήνωση (pipeline), στην ορολογία του KFP, είναι ουσιαστι-

κά η περιγραφή μιας ροής εργασίας ΜΜ, εκφρασμένη ως σύνολο διακριτών εργασιών,

αυτοτελών, δηλαδή, βημάτων της διαδικασίας ΜΜ με συγκεκριμένες εισόδους και εξό-

δους, τα οποία συνδέονται μεταξύ τους σε έναν γράφο για την εκτέλεση της εκάστοτε

εργασίας ΜΜ. Κατά την εκτέλεση μιας σωλήνωσης με το KFP, κάθε βήμα εκτελείται ως

περιέκτης σε ένα Kubernetes Pod, χάρη στον υποκείμενο μηχανισμό Argo Workflows.

Περισσότερες λεπτομέρειες σχετικά με το Kubernetes, το Argo και το KFP παρατίθε-

νται στις αντίστοιχες ενότητες Υποβάθρου (2.2, 2.3, και 2.4.1, αντίστοιχα).

Μέχρι τώρα, χρησιμοποιούσαμε το Kubeflow και, συγκεκριμένα, το KFP για την ενορ-

χήστρωση της εκτέλεσης σωληνώσεωνΜΜσε μία μόνο συστοιχία (cluster) Kubernetes.

Πράγματι, το Kubeflow παρέχει μια εξαιρετική πλατφόρμα για την υποστήριξη ολό-

κληρου του κύκλου ζωής του μοντέλου ΜΜ, από την ανάπτυξη έως την παραγωγή,

επιτρέποντας στους επιστήμονες δεδομένων να αναπτύσσουν, να πειραματίζονται, να
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εκπαιδεύουν και να «σερβίρουν» το μοντέλο τους, χωρίς να χρειάζεται να εγκαταλεί-

ψουν ποτέ τη συστοιχία.

Αν και βολικό, αυτό το “pipeline” δεν λαμβάνει υπόψη του έναν αριθμό παραμέτρων

που απορρέουν από το γεγονός ότι η ανάπτυξη προϊόντων ΜΜ είναι εγγενώς μια δια-

δικασία που εκτυλίσσεται σε πολλαπλά βήματα. Κάθε ένα από αυτά, από τη συλλογή,

τη μελέτη και την προεπεξεργασία των δεδομένων, μέχρι την ανάπτυξη, την εκπαί-

δευση και την ενσωμάτωση του προκύπτοντος μοντέλου στο περιβάλλον παραγωγής,

παρουσιάζει το δικό του σύνολο χαρακτηριστικών και, ως εκ τούτου, απαιτήσεων. Εί-

ναι, κατά συνέπεια, προφανές ότι η εκτέλεση ολόκληρης της ροής εργασίας σε μία μόνο

τοποθεσία, δεν εγγυάται τη βέλτιστη αξιοποίηση των διαθέσιμων πόρων, ούτε την ε-

παρκή ικανοποίηση των συγκεκριμένων απαιτήσεων.

Σχήμα 1.1: Κύκλος Ζωής ΜΜ: Απαιτήσεις & Χαρακτηριστικά

Όπως απεικονίζεται στο σχήμα 1.1, προκειμένου να εντοπίσουμε τις ανάγκες μιας ροής

εργασίας μηχανικής μάθησης, αξίζει να την αναλύσουμε σε τρεις διακριτές φάσεις του

κύκλου ζωής: ανάπτυξη, εκπαίδευση του μοντέλου και ενσωμάτωση αυτού στην πα-

ραγωγή. Η «εκ των έσω» εμπειρία μάς υποδεικνύει ότι, κάθε μία από αυτές, συνήθως

αντιστοιχίζεται σε μια ξεχωριστή «τοποθεσία», και αυτό είναι απολύτως λογικό! Η ανά-

πτυξη ενός μοντέλου τις περισσότερες φορές πραγματοποιείται «τοπικά». Αυτό μπορεί

να ταυτίζεται με τον φορητό υπολογιστή του επιστήμονα δεδομένων, με μια εικονική

μηχανή (virtual machine, VM) που βρίσκεται στο νέφος, ή ακόμη και με μια συστοι-

χία ανάπτυξης, που μοιράζονται περισσότεροι χρήστες ή ομάδες. Μοναδικός σκοπός

του περιβάλλοντος ανάπτυξης είναι να παρέχει στους επιστήμονες δεδομένων τα εφό-

δια, ώστε να είναι σε θέση να πραγματοποιούν γρήγορες «επαναλήψεις» (iterations),
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χρησιμοποιώντας εργαλεία με τα οποία είναι ήδη εξοικειωμένοι, και να συνεργάζονται.

Από την άλλη πλευρά, η εκπαίδευση μοντέλων είναι μια διαβόητα επίπονη εργασία.

Ας πάρουμε για παράδειγμα το μοντέλο Stable Diffusion που κυκλοφόρησε πρόσφα-

τα [3], το οποίο δημιουργήθηκε από την Stability.ai και το LMU του Μονάχου για να

παρέχει ένα ισχυρό εργαλείο για τη δημιουργία εικόνων από κείμενο, επηρεασμένο α-

πό τα μοντέλα DALL-E 2 της Open AI [4] και το Imagen [5] της Google Brain. Σε

αντίθεση με ό,τι ίσχυε παλαιότερα σχετικά με τη σύνθεση εικόνας, το Stable Diffusion

δεν απαιτεί κάποιον υπερυπολογιστή για να τρέξει, αφού μια συμβατική κάρτα γρα-

φικών αρκεί για να υποστηρίξει την εκτέλεσή του. Αυτό είναι εφικτό λόγω του ότι,

κατά την εκπαίδευσή του, τροφοδοτήθηκε με δισεκατομμύρια εικόνες (δηλαδή μερικά

terrabytes δεδομένων), η ουσία των οποίων αποστάχθηκε σε ένα μοντέλο ΜΜ λίγων

μόνο gigabytes [6]. Προς το σκοπό αυτό, η διαδικασία εκπαίδευσης πραγματοποιήθηκε

στην υπερ-συστοιχία 4.000 A100 Ezra-1 AI της Stability σε μια περίοδο ενός μήνα.

Ακόμη και αν το Stable Diffusion δεν μπορεί να θεωρηθεί καθολικός κανόνας, ως πα-

ράδειγμα αρκεί για να αναδείξει την αδιαμφισβήτητη αλήθεια, ότι η εκπαίδευση μοντέ-

λων μηχανικής μάθησης απαιτεί μια υποδομή με πρόσβαση στα δεδομένα εκπαίδευσης,

καθώς και ισχυρούς εξειδικευμένους υπολογιστικούς πόρους. Το περιβάλλον που πε-

ριγράφουμε δεν συμπίπτει, τις περισσότερες φορές, ούτε με τη συστοιχία ανάπτυξης,

ούτε με την τοποθεσία όπου ενσωματώνεται τελικά το παραγόμενο μοντέλο, η οποία

σήμερα μπορεί να είναι οποιαδήποτε συσκευή (edge-device), από ένα ρολόι έως ένα

αυτο-οδηγούμενο αυτοκίνητο. Εάν, όμως, η τυπική ροή εργασίας μηχανικής μάθησης

είναι εκ των πραγμάτων κατανεμημένη σε διαφορετικές συστοιχίες και τοποθεσίες, για-

τί η εκτέλεση Kubeflow Pipelines να περιορίζεται σε μία μόνο τοποθεσία; Ως απάντηση

στον προβληματισμό αυτό, εισάγουμε την έννοια των Split Pipelines!

1.3 Προτεινόμενη Λύση

Στην παρούσα διπλωματική θα παράσχουμε έναν μηχανισμό και μια proof of concept

(PoC) υλοποίηση για τη διευκόλυνση της κατανεμημένης εκτέλεσης ροών εργασίας μη-

χανικής μάθησης στο Kubernetes με το Kubeflow. Το έργο αυτό, που ουσιαστικά έχει

σχεδιαστεί για να επιτρέπει το «χωρισμό» των βημάτων ενός Kubeflow Pipeline που

αφορούν την εκπαίδευση (training), αφενός, και ενσωμάτωση, αφετέρου, ενός μοντέ-
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λου στην παραγωγή (serving), και την εκτέλεση αυτών σε διαφορετικές τοποθεσίες, θα

αναφέρεται εφεξής ως Split Pipelines.

Για την επίτευξη αυτού, θα βασιστούμε στην τεχνολογική στοίβα του Kubeflow που υ-

ποστηρίζεται από τις ροές εργασίας Argo και το Kubernetes, με τη βοήθεια τωνKale και

Rok, ιδιόκτητων στοιχείων λογισμικού που αποτελούν μέρος της Enterprise Kubeflow

λύσης της Arrikto (περισσότερα για αυτά στις αντίστοιχες ενότητες Υποβάθρου, 2.5

και 2.6).

Η εκτέλεση ενός pipeline σε μία μόνο τοποθεσία με τη χρήση αυτής της υποδομής εί-

ναι εξαιρετικά εύκολη. Το Kale απλοποιεί σημαντικά την ανάπτυξη pipelines, επιτρέ-

ποντας στους επιστήμονες δεδομένων να επικεντρωθούν στον κώδικα της εφαρμογής

τους, αντί να αναλώνονται σε τυποποιημένες διαδικασίες σχετικές με την ανάπτυξη.

Ταυτόχρονα, αυτοματοποιεί τη λειτουργία μεταγλώττισης του pipeline σε συστατικά

Kubeflow, τα οποία στη συνέχεια μεταφράζονται και συνδυάζονται σε μια ροή εργασίας

Argo, έναν πόρο που περιγράφει ένα σύνολο διασυνδεδεμένων εργασιών που μπορούν

να εκτελεστούν στο Kubernetes. Στη συνέχεια, κατά τον χρόνο εκτέλεσης, το Kale, με

τη βοήθεια του Rok, της πλατφόρμας διαχείρισης δεδομένων της Arrikto, παρεμβάλλε-

ται για άλλη μια φορά, προκειμένου να κάνει το μοντέλο εκτέλεσης και τον μηχανισμό

μεταφοράς δεδομένων όσο το δυνατόν πιο απλό.

Όσο απλή και αν φαίνεται η διαδικασία εκ πρώτης όψεως, σίγουρα κρύβει ορισμένες πα-

γίδες. Αυτές αναδεικνύονται μόλις αρχίσουμε να σκεφτόμαστε το χωρισμό του pipeline

σε διαφορετικές τοποθεσίες, γεννώντας κρίσιμα ερωτήματα: ποιος είναι ο μηχανισμός

που θα επιτρέψει την εκτέλεση ορισμένων βημάτων του pipeline σε κάποια τοποθεσία

και των υπόλοιπων σε μια διαφορετική; Φυσικά, μπορούμε να περιμένουμε ότι θα υπάρ-

χουν εξαρτήσεις μεταξύ των βημάτων. Σε ένα μη τετριμμένο pipeline, όπου ορισμένα

βήματα συνδυάζονται για να εκτελέσουν μια σημαντική εργασία, μπορούμε με ασφά-

λεια να υποθέσουμε ότι η έξοδος ενός βήματος διαδίδεται ως είσοδος σε ένα επόμενο.

Ποιες ακριβώς είναι αυτές οι εξαρτήσεις; Με άλλα λόγια, ποια είναι τα κομμάτια των

δεδομένων, που είναι αναγκαία ώστε η εκτέλεση του επόμενου βήματος να ολοκληρω-

θεί με επιτυχία; Και, τέλος, δεδομένου ότι έχουμε εντοπίσει αυτά τα κομμάτια, πώς τα

μεταφέρουμε από την πηγή τους στην τοποθεσία όπου απαιτούνται;

Η ιδέα των Split Pipelines περιστρέφεται βασικά γύρω από τα παραπάνω ερωτήματα,

που επισημαίνονται ως προβλήματα P1, P2 και P3 στο διάγραμμα του σχήματος 1.2,
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όπου ένα συνηθισμένο pipeline μηχανικής μάθησης απεικονίζεται χωρισμένο σε τρεις

τοποθεσίες. Θα επανεξετάσουμε αυτό το διάγραμμα στο κεφάλαιο της Σχεδίασης (3),

όπου θα επικεντρωθούμε στην απάντηση αυτών των ερωτημάτων, ξεκινώντας από τον

ορισμό του προτεινόμενου μηχανισμού και, ακολούθως, προβαίνοντας σε μια βαθιά

ανάλυση των επιμέρους συστατικών του, προκειμένου να αποκαλύψουμε όλες τις υπο-

κείμενες εξαρτήσεις. Τέλος, θα περιγράψουμε μια γενική μεθοδολογία για τον συγχρο-

νισμό (δηλ. τη μεταφορά) πόρων μεταξύ συστοιχιώνKubernetes, προτού την εξειδικεύ-

σουμε για το τρέχον ζητούμενο. Έπειτα, στο κεφάλαιοΥλοποίηση (4), θα περιγράψουμε

τις λεπτομέρειες υλοποίησης του εργαλείου συγχρονισμού πόρων που δημιουργήσαμε,

ώστε να επιτρέψουμε τον συγχρονισμό δεδομένων μεταξύ των τοποθεσιών εκτέλεσης

ενός split pipeline.

Σχήμα 1.2: I got 99 problems and Split Pipelines is one...

Εν ολίγοις, ο μηχανισμός μας είναι απλός: Ανεβάζουμε και εκτελούμε το ίδιο pipeline

σε όλες τις τοποθεσίες, αξιοποιώντας το σύστημα κρυφής μνήμης του KFP, έτσι ώστε

τα βήματα που έχουν ήδη εκτελεστεί σε προηγούμενη τοποθεσία να μην χρειάζεται να

ξανατρέξουν. Για να καταστεί αυτό εφικτό, όλα τα μεταδεδομένα που απαιτούνται για

την απόφαση της ανάσυρσης των αποτελεσμάτων από την κρυφή μνήμη (caching), μαζί

με τα δεδομένα εξόδου των ολοκληρωμένων βημάτων, πρέπει να συγχρονίζονται ανά-

μεσα σε όλες τις τοποθεσίες.
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1.4 Δομή Διπλωματικής Εργασίας

Το περιεχόμενο της παρούσας διπλωματικής εργασίας διαρθρώνεται ως εξής:

• Κεφάλαιο 2: Μια εξερεύνηση από κάτω προς τα πάνω του απαραίτητου θεωρη-

τικού υποβάθρου για την κατανόηση των εννοιών που πραγματεύεται η παρούσα

εργασία

• Κεφάλαιο 3: Μια εξαντλητική διερεύνηση των βασικών συστατικών και μηχανι-

σμών του λογισμικού που εμπλέκονται στον προτεινόμενο σχεδιασμό, με εστία-

ση στη διεξοδική μελέτη των συστημάτων μεταφοράς δεδομένων του Argo και

κρυφής μνήμης του KFP

• Κεφάλαιο 4: Εξέταση της κύριων συστατικών της υλοποίησης μας

• Κεφάλαιο 5: Μια σύντομη επισκόπηση της προσπάθειάς μας, ακολουθούμενη

από προτεινόμενη μελλοντική εργασία



2
Υπόβαθρο

Σε αυτή την ενότητα θα παράσχουμε το θεωρητικό υπόβαθρο που απαιτείται για την

κατανόηση των εννοιών που παρουσιάζονται στο υπόλοιπο της παρούσας εργασίας,

εστιάζοντας στις βασικές συνιστώσες λογισμικού που αναφέρονται στα επόμενα κεφά-

λαια.

Δεδομένου ότι η παρούσα διπλωματική καλύπτει μεγάλο εύρος και περιλαμβάνει πολ-

λά κινούμενα μέρη, θα πρέπει να ξεκινήσουμε από την αρχή, θίγοντας την έννοια των

περιεκτών, τα οποία αποτελούν τα δομικά μας στοιχεία, προχωρώντας στο Kubernetes,

τον πυρήνα της υποδομής μας και καταλήγοντας στην παρουσίαση των τεχνολογιών

που θα τρέξουμε πάνω σε αυτό.

2.1 Περιέκτες ή Containers

Στο σύγχρονο, ταχέως εξελισσόμενο τεχνολογικό οικοσύστημα, η ανάπτυξη και διαχεί-

ριση εφαρμογών καθίσταται ολοένα και πιο πολύπλοκη. Νέες τεχνολογίες αναδύονται

διαρκώς και η ανάγκη για διαλειτουργικότητα, επεκτασιμότητα και ευρείας κλίμακας

συνεργασία είναι μεγαλύτερη από ποτέ. Μια τεχνολογία που στοχεύει στην αντιμετώ-

πιση αυτών είναι οι περιέκτες ή, όπως θα αναφερόμαστε σε αυτά εφεξής, τα container

[7].

Ένα container είναι μια τυποποιημένη μονάδα λογισμικού που πακετάρει τον κώδικα

και όλες τις εξαρτήσεις του, έτσι ώστε η εφαρμογή να εκτελείται γρήγορα και αξιόπι-

στα ανεξαρτήτως υπολογιστικού περιβάλλοντος. Υπό αυτή την έννοια, τα container

9



10 ΚΕΦΑΛΑΙΟ 2. ΥΠΟΒΑΘΡΟ

αποσυνδέουν τις εφαρμογές από την υποδομή του μηχανήματος όπου τρέχουν. Αυτό

διευκολύνει την εκτέλεση σε διαφορετικά περιβάλλοντα cloud ή λειτουργικού συστή-

ματος.

Τα container αξιοποιούν μια μορφή εικονικοποίησης σε επίπεδο λειτουργικού συστή-

ματος (OS) όπου χρησιμοποιούνται χαρακτηριστικά του πυρήνα για την απομόνωση

διεργασιών και τον ποσοτικό έλεγχο των πόρων που είναι διαθέσιμοι σε αυτές (π.χ.

CPU, μνήμη, δίσκος). Στην περίπτωση του πυρήνα των Linux, αυτά τα χαρακτηριστι-

κά είναι τα namespaces και cgroups, αντίστοιχα.

2.1.1 Namespaces και cgroups

Τα namespaces (χώρος ονομάτων στα Ελληνικά) είναι ένα χαρακτηριστικό του πυρήνα

των Linux που χωρίζει τους πόρους του πυρήνα, έτσι ώστε ένα σύνολο διεργασιών να

βλέπει ένα σύνολο πόρων, ενώ κάποιο άλλο σύνολο διεργασιών βλέπει ένα διαφορετικό

σύνολο πόρων [8].

Τα cgroups (συντομογραφία του control groups) είναι ένα χαρακτηριστικό του πυρήνα

των Linux που επιτρέπει τον περιορισμό, υπολογισμό και απομόνωση της χρήσης των

πόρων (CPU, μνήμης, εισόδου/εξόδου δίσκου, δικτύου κ.λπ.) μιας συλλογής διεργα-

σιών.

2.1.2 Containers vs VMs

Όταν μιλάμε για εικονικοποίηση, το πρώτο πράγμα που μας έρχεται στο μυαλό είναι

οι εικονικές μηχανές (virtual machines, VMs), όπου ένας hypervisor χρησιμοποιείται

για την εικονικοποίηση φυσικού υλικού. Κάθε VM περιέχει ένα φιλοξενούμενο (guest)

λειτουργικό σύστημα, ένα εικονικό αντίγραφο του υλικού που το λειτουργικό σύστη-

μα απαιτεί για να εκτελεστεί, μαζί με μια εφαρμογή και τις σχετικές βιβλιοθήκες και

εξαρτήσεις.

Τα containers, από την άλλη πλευρά, βασίζονται στην εικονικοποίηση σε επίπεδο λει-

τουργικού συστήματος, τρέχοντας απευθείας πάνω από τον πυρήνα του κύριου (host)

λειτουργικού συστήματος. Ως αποτέλεσμα, κάθε container περιέχει μόνο την εφαρ-

μογή μαζί με τις βιβλιοθήκες και τις εξαρτήσεις της. Η απουσία του φιλοξενούμενου
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λειτουργικού συστήματος είναι ο λόγος για τον οποίο τα container είναι τόσο ελαφριά

και, ως εκ τούτου, γρήγορα και φορητά. Με άλλα λόγια, ξεκινούν πολύ πιο γρήγορα

(δε χρειάζεται η εκκίνηση ενός ολόκληρου λειτουργικού συστήματος) και απαιτούν ένα

κλάσμα της μνήμης σε σύγκριση με τα VM. Πρόκειται απλώς για κανονικές διεργασίες

Linux.

2.1.3 Εικόνες Περιεκτών ή Container Images

Ενώ ένα container αναπαριστά ένα αντικείμενο που εκτελείται, μια εικόνα περιέκτη

(container image) αποτελεί μια στατική αναπαράσταση που καθορίζει την εκτέλεσή

του, παρέχοντας πληροφορίες σχετικά με τη δομή του συστήματος αρχείων του con-

tainer, καθώς και παραμετροποιήσεις σχετικές με την εκτέλεσή του. Μια εικόνα είναι

ένα αμετάβλητο αρχείο που αποτελείται από στρώματα (μόνο για ανάγνωση) που στοι-

βάζονται πάνω σε μια γονική εικόνα (γνωστή και ως εικόνα βάσης), με κάθε στρώμα

να περιγράφει ένα σύνολο διαφορών από το προηγούμενο στη στοίβα.

2.2 Kubernetes

Καθώς η υιοθέτηση των container έγινε ευρέως διαδεδομένη ως μέρος του σύγχρονου,

cloud-native τοπίου εφαρμογών, η απλότητα που παρέχει ένα container που τρέχει α-

νεξάρτητα γρήγορα επισκιάστηκε από την πρόκληση της ανάπτυξης και διαχείρισης

εκατοντάδων (ή ακόμη και χιλιάδων) από αυτά σε ένα κατανεμημένο περιβάλλον. Έ-

τσι, προέκυψε η ανάγκη για συστήματα ενορχήστρωσης container, για τη διαχείριση

αυτών καθ’ όλη τη διάρκεια του κύκλου ζωής τους.

Το Kubernetes, ένα έργο ανοικτού κώδικα που αναπτύχθηκε αρχικά από την Google το

2014, έγινε γρήγορα το de facto πρότυπο για πλατφόρμες ενορχήστρωσης container.

Το Kubernetes [9], επίσης γνωστό ως K8s, είναι ένα φορητό και επεκτάσιμο σύστη-

μα για την αυτοματοποίηση της ανάπτυξης, της κλιμάκωσης και της διαχείρισης των

εφαρμογών που είναι οργανωμένες με βάση container.

Σύμφωνα με την επίσημη τεκμηρίωση [10], αυτά είναι μερικά από τα χαρακτηριστικά

που παρέχει το Kubernetes:
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• Ανακάλυψη υπηρεσιών και εξισορρόπηση φορτίου

Μπορούμε να αναφερθούμε σε ένα container μέσω του DNS ονόματος ή της IP

διεύθυνσής του. Το Kubernetes προσφέρει δυνατότητες εξισορρόπησης του ει-

σερχόμενου φορτίου, αλλά και κατανομής της κυκλοφορίας του δικτύου προς

διατήρηση της σταθερότητας της συστοιχίας

• Ενορχήστρωση αποθήκευσης

Αυτόματη προσάρτηση αυθαίρετων συστημάτων αποθήκευσης, π.χ. τοπικών α-

ποθηκευτικών χώρων, δημόσιων παρόχων cloud, κλπ

• Αυτοματοποιημένες μεταβάσεις προς την επιθυμητή κατάσταση

Η περιγραφή της επιθυμητής κατάστασης για τα ανεπτυγμένα container αρκεί

ώστε το Kubernetes να ελέγχει και να διαχειρίζεται τη μετάβαση από την τρέ-

χουσα στην επιθυμητή κατάσταση

• Αυτόματη δρομολόγηση περιεκτών

Τοποθέτηση των container σε κόμβους συστοιχίας σύμφωνα με τις απαιτήσεις

τους (π.χ. CPU ή μνήμη) εξασφαλίζοντας την καλύτερη δυνατή χρήση των δια-

θέσιμων πόρων

• Αυτοθεραπεία

Αυτόματη επανεκκίνηση container που αποτυγχάνουν, αντικατάσταση και τερ-

ματισμός container που δεν ανταποκρίνονται στους ελέγχους υγείας που ορίζει

ο χρήστης

• Διαχείριση απορρήτου και ρυθμίσεων

Αποθήκευση και διαχείριση ευαίσθητων πληροφοριών, όπως κωδικοί πρόσβα-

σης, OAuth tokens και κλειδιά SSH

2.2.1 Kubernetes Cluster

Όταν μιλάμε για το Kubernetes, συνήθως αναφερόμαστε σε μια συστοιχία, δηλαδή ένα

cluster, ουσιαστικά ένα σύνολο από μηχανήματα, που ονομάζονται κόμβοι, τα οποία ε-

κτελούν εφαρμογές πακεταρισμένες σε container. Ένα Kubernetes cluster αποτελείται

από κόμβους-εργάτες (worker nodes), οι οποίοι είναι υπεύθυνοι για την εκτέλεση του

φόρτου εργασίας της εφαρμογής και από το επίπεδο ελέγχου, που είναι υπεύθυνο για
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τη διαχείριση των κόμβων-εργατών. Σε περιβάλλοντα παραγωγής, το επίπεδο ελέγχου

κατανέμεται συνήθως σε πολλούς υπολογιστές, ενώ ένα cluster τις περισσότερες φο-

ρές αποτελείται από πολλαπλούς κόμβους, παρέχοντας ανοχή σε σφάλματα και υψηλή

διαθεσιμότητα [11].

Σχήμα 2.1: Τα συστατικά μιας συστοιχίας Kubernetes

Στοιχεία Επιπέδου Ελέγχου

Τα στοιχεία του επιπέδου ελέγχου μπορούν να εκτελούνται σε οποιοδήποτε μηχάνημα

του cluster, λαμβάνουν αποφάσεις σχετικά με αυτό (π.χ. χρονοδρομολόγηση) και είναι

υπεύθυνα για την ανίχνευση και την ανταπόκριση σε συμβάντα εντός του cluster.

• kube-apiserver

Το front-end του επιπέδου ελέγχου του Kubernetes, το οποίο εκθέτει το Kuber-

netes API. Συνήθως αναφέρεται απλώς ως API Server ή Kubernetes API Server.

• etcd

Αποθήκη αντικειμένων που προσφέρει συνέπεια και υψηλή διαθεσιμότητα και

λειτουργεί ως ο κύριος αποθηκευτικός χώρος για όλα τα δεδομένα του cluster.

• kube-scheduler

Παρακολουθεί για τη δημιουργία νέων Pod (περιέκτες για container) χωρίς κα-

θορισμένο κόμβο και τα δρομολογεί σε κάποιον κόμβο με βάση τις απαιτήσεις

τους σε πόρους, περιορισμούς υλικού/λογισμικού/πολιτικής, κ.ά.
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• kube-controller-manager

Εκτελεί διεργασίες ελεγκτών (controllers), π.χ. ελεγκτής κόμβων/εργασιών. Θα

διερευνήσουμε την έννοια του ελεγκτή (βασικό μοτίβο στην ανάπτυξη του Ku-

bernetes) σε επόμενη ενότητα (2.2.3).

• cloud-controller-manager

Ενσωματώνει τη λογική ελέγχου που αφορά το νέφος και επιτρέπει τη σύνδεση

του cluster στο API του παρόχου του νέφους.

Στοιχεία Κόμβου

Τα στοιχεία κόμβου εκτελούνται σε κάθε κόμβο και είναι υπεύθυνα για τη διατήρηση

της λειτουργίας των Pod και την παροχή του περιβάλλοντος εκτέλεσης τουKubernetes.

Το kubelet, πιο συγκεκριμένα, είναι ένας πράκτορας που διασφαλίζει ότι τα container

λειτουργούν και είναι υγιή σύμφωνα με τις παρεχόμενες προδιαγραφές, ενώ ο kube-

proxy είναι υπεύθυνος για τη διατήρηση των κανόνων δικτύου στους κόμβους. Τέλος,

απαιτείται ένα container runtime για την εκτέλεση των container (π.χ. containerd).

2.2.2 Αντικείμενα στο Kubernetes

Τα αντικείμενα του Kubernetes [12] είναι οντότητες του συστήματος, τα οποία καθί-

στανται διαθέσιμα μέσω του Kubernetes API και αποθηκεύονται στο etcd. Αυτά τα

αντικείμενα λειτουργούν ως «δηλώσεις πρόθεσης», που σημαίνει ότι περιγράφουν την

επιθυμητή κατάσταση της συστοιχίας. Σε αυτό το σημείο, είναι ζωτικής σημασίας να το-

νιστεί ότι το Kubernetes είναι κατά κύριο λόγο ένα δηλωτικό σύστημα. Με απλά λόγια,

η περιγραφή του επιδιωκόμενου (δηλαδή του επιθυμητού) τελικού αποτελέσματος είναι

επαρκής- το Kubernetes προσπαθεί συνεχώς να πλησιάσει την επιθυμητή κατάσταση,

προχωρώντας σε οποιαδήποτε απαιτούμενα διορθωτικά βήματα. Αυτό δε θα συνέβαι-

νε σε ένα προστακτικό σύστημα, όπου θα έπρεπε να παρέχεται η αναλυτική ακολουθία

βημάτων προς επίτευξη του ίδιου στόχου. Ένα παράδειγμα μπορεί να βοηθήσει στην

αποσαφήνιση των παραπάνω εννοιών (μπορούμε προς το παρόν να αγνοήσουμε την

ειδική ορολογία του Kubernetes):
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• Δηλωτικό σύστημα: «Θα πρέπει να υπάρχει ένα ReplicaSet με τρία Pod»

– Το Kubernetes θα διασφαλίσει ότι ένα ReplicaSet με τρία Pod υπάρχει ανά

πάσα στιγμή

– Αν ένα από τα Pod σκοτωθεί, το Kubernetes θα ανιχνεύσει την απόκλιση

από την επιθυμητή κατάσταση και θα δημιουργήσει ένα νέο Pod έτσι ώστε

να πληρούνται και πάλι οι προβλεπόμενες προδιαγραφές

• Προστακτικό Σύστημα: «Δημιούργησε ένα ReplicaSet με τρία Pod»

– Η παραπάνω εντολή εκτελείται αμέσως

– ΤοKubernetes προσφέρει και αυτού του είδους την προστακτική διαχείριση

αντικειμένων

Τα αντικείμενα ορίζονται από τον τύπο τους (kind), την έκδοση του Kubernetes API

(apiVersion) που χρησιμοποιείται για τη δημιουργία τους, τα μεταδεδομένα (metadata)

που τα προσδιορίζουν μοναδικά, όπως το όνομα (name), ένα μοναδικό αναγνωριστι-

κό (UID) και (προαιρετικά) ένας χώρος ονομάτων (namespace), καθώς και τη λίστα

προδιαγραφών όπως ορίζεται στο spec τους, το οποίο καθορίζει την επιθυμητή κατά-

σταση. Αξίζει να σημειωθεί ότι τα ζωντανά αντικείμενα έχουν επίσης ένα πεδίο status

το οποίο περιγράφει την τρέχουσα κατάστασή τους.

Αναμφισβήτητα, τα πιο συνηθισμένα αντικείμενα του Kubernetes είναι τα Pod [13], οι

μικρότερες δρομολογήσιμες μονάδες υπολογισμού που μπορεί κανείς να δημιουργήσει

και να διαχειριστεί στο Kubernetes. Πρόκειται για ομάδες (συνήθως) στενά συνδε-

δεμένων containers που μοιράζονται αποθηκευτικό χώρο και δικτυακούς πόρους. Τα

Pod έχουν σχεδιαστεί για να υποστηρίζουν πολλαπλά συνεργαζόμενα containers που

αποτελούν μια συνεκτική μονάδα υπηρεσιών. Μπορεί να έχουμε πολλά container ε-

φαρμογής που εκτελούνται σε ένα Pod, για παράδειγμα ένα κύριο, main container που

λειτουργεί ως διακομιστής για αρχεία σε έναν κοινόχρηστο τόμο, και ένα ξεχωριστό

“sidecar” container που ενημερώνει αυτά τα αρχεία με βάση πληροφορία από μια απο-

μακρυσμένη πηγή. Μπορεί επίσης να υπάρχουν container έναρξης (init containers) που

ξεκινούν και ολοκληρώνονται πριν από οποιοδήποτε container εφαρμογής.

Παρακάτω δίνεται ένας απλός ορισμός Pod σε μορφή YAML (που χρησιμοποιείται συ-

νήθως για την αναπαράσταση πόρων του Kubernetes), που περιγράφει ένα Pod με ένα

μόνο container που εκτελεί έναν nginx διακομιστή που ακούει στη θύρα 80:
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apiVersion: v1

kind: Pod

metadata:

name: nginx

spec:

containers:

‐ name: nginx

image: nginx:1.14.2

ports:

‐ containerPort: 80

Μεμονωμένα Pod εξαιρετικά σπάνια δημιουργούνται απευθείας στοKubernetes, καθώς

αποτελούν εξ ορισμού σχετικά εφήμερες οντότητες. Αντ’ αυτού, συνήθως τα δημιουρ-

γούμε χρησιμοποιώντας πόρους φόρτου εργασίας (άλλα αντικείμενα του Kubernetes),

όπως τα Deployments, τα οποία αντιπροσωπεύουν μια εφαρμογή που υποστηρίζεται

από πολλαπλά αντίγραφα (replicas) σε ένα cluster, Jobs για πεπερασμένες εργασίες που

εκτελούνται μέχρι την ολοκλήρωσή τους ή StatefulSets όταν απαιτείται παρακολούθη-

ση της κατάστασης.

Custom Resources

Ένας πόρος (resource) είναι ένα «τελικό σημείο» (endpoint) στο API του Kubernetes

που επιτρέπει την αναφορά σε μια συλλογή από αντικείμενα. Για παράδειγμα, ο εν-

σωματωμένος πόρος pods περιέχει μια συλλογή αντικειμένων Pod. Συχνά, νέες δομές

δεδομένων απαιτούνται για την αντιμετώπιση ειδικών απαιτήσεων εφαρμογών, οι ο-

ποίες δεν καλύπτονται από τους υπάρχοντες πόρους του Kubernetes. Για το λόγο αυτό,

προσφέρεται η δυνατότητα επέκτασης του παρεχόμενου API με την προσθήκη ειδικά

προσαρμοσμένων πόρων που ονομάζονται Custom Resources (συνηθέστερα θα ανα-

φερόμαστε σε αυτούς με τη συντομογραφία CR) [14].

Ένα Custom Resource δηλώνεται μέσω του σχετικού CustomResourceDefinition (συ-

νηθέστερα συναντάται με τη συντομογραφία CRD, πόρος του Kubernetes API), το

οποίο καθορίζει το όνομα και το σχήμα του νέου πόρου. Ο ορισμός ενός CR, από

μόνος του, επιτρέπει την αποθήκευση και ανάκτηση πόρων αυτού του συγκεκριμέ-

νου είδους. Προκειμένου να εισαχθεί οποιαδήποτε πρόσθετη επιχειρησιακή λογική, τα



2.2. KUBERNETES 17

Custom Resources συχνά συνδυάζονται με ειδικά διαμορφωμένους ελεγκτές (Custom

Controllers), όπως θα δούμε στην επόμενη ενότητα, προκειμένου να αφομοιωθούν

πραγματικά στο δηλωτικό API του Kubernetes.

2.2.3 Ελεγκτές και Μοτίβο Χειριστή

Στις προηγούμενες ενότητες αναφερθήκαμε εν συντομία στις διαφορές μεταξύ δηλω-

τικών και προστακτικών συστημάτων, καθώς και στη διάκριση μεταξύ της επιθυμητής

και της πραγματικής (τρέχουσας) κατάστασης ενός αντικειμένου στο Kubernetes. Τα

στοιχεία του Kubernetes που παρατηρούν διαρκώς την τρέχουσα κατάσταση των αντι-

κειμένων και επιχειρούν- προβαίνοντας σε κατάλληλες ενέργειες- να την οδηγήσουν

προς την επιθυμητή, ονομάζονται ελεγκτές ή Controllers [15]. Αυτοί αποτελούν, ου-

σιαστικά, βρόχους ελέγχου που παρακολουθούν την κατάσταση της συστοιχίας, πραγ-

ματοποιώντας ή ζητώντας (π.χ. από τον API server) αλλαγές όπου χρειάζεται. Ένας

ελεγκτής παρακολουθεί τουλάχιστον έναν τύπο πόρων του Kubernetes, στοχεύοντας

να ταιριάξει την κατάστασή του με αυτή που καθορίζεται στις προδιαγραφές του αντι-

κειμένου (spec).

Πολλοί ελεγκτές αποτελούν μέρος του εκτελέσιμου τουKubernetes, ως τμήμα τουkube-

controller-manager, για τον χειρισμό της βασικής λειτουργικότητας, όπως η διασφάλι-

ση ότι μια ομάδαPod εκτελείται όπως έχει καθοριστεί (π.χ. Deployment ή JobController).

Συχνά, ωστόσο, συναντάται η ανάγκη επέκτασης του συστήματος με νέα, επιπρόσθετη

λειτουργικότητα. Αυτό μπορεί να επιτευχθεί μέσω της χρήσης Custom Resources σε

συνδυασμό με Custom Controllers, μια πρακτική γνωστή ως μοτίβο χειριστή (operator

pattern), με στόχο την επέκταση του API- χωρίς να χρειάζεται να τροποποιηθεί ο ίδιος

ο κώδικας του Kubernetes.

Ένα καλό παράδειγμα ελεγκτή, με τον οποίο θα ασχοληθούμε σε επόμενες ενότητες, εί-

ναι αυτό του Argo Workflow Controller, ο οποίος είναι υπεύθυνος για τον έλεγχο των

ArgoWorkflows (CustomResources) που ζουν στο cluster, τη δημιουργία των κατάλλη-

λων πόρων για την εκτέλεση εργασιών που ορίζονται στο spec τους και, στη συνέχεια,

την ενημέρωση του status των Argo Workflow CRs με τις παραγόμενες εξόδους (π.χ.

αποτελέσματα εργασιών).



18 ΚΕΦΑΛΑΙΟ 2. ΥΠΟΒΑΘΡΟ

Σχήμα 2.2: The Operator Pattern [16]

2.2.4 Storage

Τα container που εκτελούνται με κάποιο μη τετριμμένο φόρτο εργασίας συνήθως πα-

ράγουν κάποιο είδος εξόδου, το οποίο, τις περισσότερες φορές, γράφεται τοπικά. Αυτό

γρήγορα καθίσταται προβληματικό, σε ένα σύστημα όπως το Kubernetes, όπου τα con-

tainer, όπως και τα Pod που τα στεγάζουν, θεωρούνται εφήμερες οντότητες. Όταν ένα

container αποτυγχάνει, το kubelet απλώς το επανεκκινεί. Αυτό, ωστόσο, έχει ως απο-

τέλεσμα όλα τα αρχεία που είχαν γραφτεί στον δίσκο από το παλιό container να χαθούν.

Αντιλαμβανόμαστε, ως εκ τούτου, ότι η διαχείριση του αποθηκευτικού χώρου στο Ku-

bernetes δεν είναι τετριμμένη, γι’ αυτό και το ίδιο το σύστημα εισάγει την αφαίρεση του

τόμου ήVolume [17], στοχεύοντας στην αντιμετώπιση των ζητημάτων διατήρησης των

αποθηκευμένων δεδομένων και κοινής χρήσης του διαθέσιμου αποθηκευτικού χώρου.

Μπορούμε να σκεφτούμε τα Volumes ως καταλόγους, προσαρτημένους σε ένα συγκε-

κριμένο μονοπάτι στο τοπικό σύστημα αρχείων ενός container, οι οποίοι μπορούν να

περιέχουν δεδομένα, προσβάσιμα από τα container που εκτελούνται σε ένα Pod. Οι

ιδιαιτερότητες του τρόπου με τον οποίο δημιουργείται αυτός ο κατάλογος, το φυσικό

μέσο που τον υποστηρίζει, τα περιεχόμενα και ο κύκλος ζωής του εξαρτώνται σε μεγά-

λο βαθμό από τον συγκεκριμένο τύπο τόμου που χρησιμοποιείται. Υπάρχουν εφήμεροι

τόμοι που μοιράζονται τη διάρκεια ζωής ενός Pod. Ωστόσο, εδώ θα εστιάσουμε σε τό-

μους που διατηρούνται και μετά τον τερματισμό του Pod και είναι γνωστοί ως persistent

volumes [18]. Θα παρουσιάσουμε για το σκοπό αυτό δύο νέους πόρους του Kubernetes

API: PersistentVolume και PersistentVolumeClaim.
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PersistentVolumes

ΈναPersistentVolume (PV) είναι ένα τμήμα αποθηκευτικού χώρου σε μια συστοιχία, το

οποίο έχει διατεθεί είτε στατικά από έναν διαχειριστή είτε δυναμικά χρησιμοποιώντας

μια κλάση αποθήκευσης (Storage Class).

StorageClass είναι ένας πόρος του Kubernetes που επιτρέπει στους δια-

χειριστές να περιγράψουν τις “κλάσεις” του αποθηκευτικού χώρου που

προσφέρουν, με διαφορετικές κλάσεις να αντιστοιχούν ενδεχομένως σε

διαφορετικά επίπεδα ποιότητας υπηρεσιών, ή σε πολιτικές δημιουργίας α-

ντιγράφων ασφαλείας, ή σε αυθαίρετες πολιτικές που καθορίζονται από

τους διαχειριστές της συστοιχίας. Επιτρέπει έτσι τη δυνατότητα παροχής

ποικίλων τύπων persistent volumes, αποκρύπτοντας ταυτόχρονα τις λε-

πτομέρειες της υλοποίησής τους. Σε επόμενες ενότητες θα μιλήσουμε για

την κλάση αποθήκευσης rok.

Τα PersistentVolumes έχουν έναν κύκλο ζωής ανεξάρτητο από κάθε μεμονωμένο Pod

που τους χρησιμοποιεί.

PersistentVolumeClaims

ΈναPersistentVolumeClaim (PVC ή απλά claim) είναι ένα αίτημα από κάποιον χρήστη

για μόνιμο αποθηκευτικό χώρο. Με απλά λόγια, ένα PVC είναι για ένα PV ό,τι ένα Pod

για έναν κόμβο. Τα Pod καταναλώνουν πόρους κόμβων και τα PVC καταναλώνουν πό-

ρους PV. Πιο συγκεκριμένα, τα PersistentVolumeClaim μπορούν να ζητήσουν συγκε-

κριμένο μέγεθος και τρόπους πρόσβασης στο μέσο αποθήκευσης (π.χ. RWO, RWX),

με τον ίδιο τρόπο που τα Pod μπορούν να ζητήσουν συγκεκριμένη ποσότητα πόρων

(π.χ. CPU και μνήμη). Ένας βρόχος ελέγχου στο control-plane παρακολουθεί για δη-

μιουργία νέων PVC, προσπαθεί να βρει ένα PV που να ταιριάζει με τις καθορισμένες

απαιτήσεις του PVC, και τα συνδέει μεταξύ τους με μια αντιστοίχιση 1-1.

Τα Pod χρησιμοποιούν τα PVC για να αποκτήσουν πρόσβαση σε αποθηκευτικό χώ-

ρο. Τα PVC, όπως και τα Pod, είναι namespaced και ως εκ τούτου πρέπει να ζουν στο

ίδιο namespace με το Pod που τα χρησιμοποιεί. Η συστοιχία εντοπίζει το PVC στο
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namespace του Pod και το χρησιμοποιεί για να ανασύρει το PersistentVolume με το

οποίο έχει αντιστοιχιστεί. Στη συνέχεια, το σχετικό volume προσαρτάται στο Pod [19].

Παρακάτωπαρατίθεται ένα απλό παράδειγμα του πώς ένα PVC ( superImportantClaim)

συνδέεται με ένα Pod (π.χ. myBeautifulPod), επιτρέποντας στο τελευταίο να προσαρ-

τήσει και να αποκτήσει πρόσβαση στο δεσμευμένο PV (aRandomVolume) κάτω από

τον κατάλογο “/var/www/html”.

apiVersion: v1

kind: Pod

metadata:

name: myBeautifulPod

spec:

containers:

‐ name: myMediocreFrontend

image: nginx

volumeMounts:

‐ mountPath: ”/var/www/html”

name: aRandomVolume

volumes:

‐ name: aRandomVolume

persistentVolumeClaim:

claimName: superImportantClaim

VolumeSnapshots

Το Kubernetes παρέχει έναν τυποποιημένο τρόπο αντιγραφής των περιεχομένων ενός

τόμου σε μια συγκεκριμένη χρονική στιγμή, χωρίς να απαιτείται η δημιουργία ενός ε-

ντελώς νέου τόμου, μέσω της χρήσης στιγμιότυπων (snapshots). Η δυνατότητα λήψης

στιγμιότυπων PVC και μετέπειτα επαναφοράς των PVC από αυτά, είναι ένα ανεκτίμη-

το χαρακτηριστικό του Kubernetes που- μεταξύ άλλων περιπτώσεων χρήσης- επιτρέπει

τη δημιουργία αντιγράφων ασφαλείας βάσεων δεδομένων, παροχή κρίσιμη για μετα-

ναστεύσεις δεδομένων (data migrations) και ανάκαμψη από καταστροφές. Προς το

παρόν, αρκεί η εξοικείωση με τους ακόλουθους πόρους του Kubernetes:
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VolumeSnapshotContent Ένα στιγμιότυπο που λαμβάνεται από έναν τόμο στο cluster.

Είναι ένας πόρος στο cluster όπως ακριβώς ένας PersistentVolume είναι ένας πό-

ρος στο cluster.

VolumeSnapshot Μια αίτηση για ένα στιγμιότυπο ενός τόμου.

Είναι για τοVolumeSnapshotContent ό,τι είναι έναPVCγια έναPersistentVolume.

2.3 ArgoWorkflows

ΤοArgoWorkflows [20] είναι ένα σύστημα ανοικτού κώδικα για την εκτέλεση ροών ερ-

γασίας (workflows) στο Kubernetes με τη χρήση container, το οποίο υλοποιείται ως ένα

CRD του Kubernetes. Με απλά λόγια, επιτρέπει τον ορισμό ροών εργασίας εκφράζο-

ντας τις εξαρτήσεις μεταξύ των βημάτων τους μέσω της χρήσης ενός κατευθυνόμενου

ακυκλικού γράφου (DAG) και την εκτέλεσή τους στο Kubernetes, όπου κάθε βήμα τρέ-

χει ως ένα container [21]. Ο πιο σημαντικός πόρος του Argo είναι το Workflow, το

οποίο εξυπηρετεί δύο λειτουργίες:

• Ορίζει τη ροή εργασίας που θα εκτελεστεί (πεδίο Workflow.spec)

• Αποθηκεύει την κατάσταση της ροής εργασίας (πεδίο Workflow.status)

Κάθε βήμα, ή task, στην ορολογία του Argo εκτελείται με βάση κάποιο πρότυπο το ο-

ποίο εφεξής θα αποκαλούμε template. Το template ενός βήματος εκφράζει, ουσιαστικά,

το τι θα τρέξει, παρέχοντας συνήθως μια προδιαγραφή container (container spec), ορί-

ζοντας τη βασική εικόνα (π.χ. alpine:3.7), τις εισόδους ή/και τις εξόδους του βήματος,

καθώς και την εντολή εισόδου για το container (entrypoint).

Έχοντας ήδη μιλήσει για το operator pattern (2.2.3) και έχοντας αναφέρει ότι κάθε

Workflow είναι ένα Kubernetes CR, μπορούμε να υποψιαστούμε ότι ένα βασικό συ-

στατικό της αρχιτεκτονικής του Argo θα είναι ο Argo Workflow Controller. Δε θα

υπεισέλθουμε σε πολλές λεπτομέρειες εδώ, αφού θα έχουμε την ευκαιρία να εμβαθύ-

νουμε περισσότερο στα επόμενα κεφάλαια (3.3.2), αλλά μπορούμε προς το παρόν να

έχουμε υπόψη ότι Workflow Controller παρακολουθεί διαρκώς για τη δημιουργία νέων

Workflow CRs καθώς αυτά υποβάλλονται στο Kubernetes, τα οποία αναλύει προκειμέ-

νου να εντοπίσει τυχόν εξαρτήσεις βημάτων, δημιουργεί νέα Pod για την εκτέλεση των
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βημάτων και, όταν αυτά ολοκληρώνουν την εκτέλεσή τους επιτυχώς, συλλέγει τυχόν

δεδομένα εξόδου και ενημερώνει ανάλογα το Workflow.status, επαναλαμβάνοντας

την ίδια διαδικασία για το επόμενο βήμα εάν χρειάζεται.

2.4 Kubeflow

Το Kubeflow [22] είναι ένα σύνολο εργαλείων μηχανικής μάθησης για το Kubernetes

που φιλοδοξεί να καταστήσει την εκτέλεση ροών εργασίας μηχανικής μάθησης στο Ku-

bernetes απλή, φορητή και επεκτάσιμη. Στοχεύει στην εξασφάλιση συνεπούς συμπερι-

φοράς μεταξύ του περιβάλλοντος ανάπτυξης, εκπαίδευσης και παραγωγής, επιτρέπο-

ντας εύκολη κλιμάκωση βάσει των διαθέσιμων πόρων.

2.4.1 Συστατικά του Kubeflow

To Kubeflow αποτελεί ένα κράμα δημοφιλών εργαλείων και συστημάτων ανοικτού κώ-

δικα που χαίρουν ευρείας αποδοχής από την κοινότητα της μηχανικής μάθησης. Αυτά

εκτίθενται μέσω μιας ενοποιημένης γραφικής διεπαφής (central dashboard) και περι-

λαμβάνουν Notebooks, Tensorboards, Pipelines, KFServing μοντέλα, πειράματα Katib

(AutoML) και μεταδεδομένα MM (ML Metadata). Παρακάτω θα εξετάσουμε μερικά

από τα πιο ενδιαφέροντα υποσυστήματα για τους σκοπούς της παρούσας εργασίας.

Σχήμα 2.3: Συστατικά του Kubeflow
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Notebook Servers

Το Kubeflow περιλαμβάνει υπηρεσίες για τη δημιουργία και διαχείριση Jupyter note-

books [23], ένα εργαλείο ιδιαίτερα αγαπητό στους επιστήμονες δεδομένων, το οποίο

παρέχει ένα διαδραστικό περιβάλλον για επεξεργασία και εκτέλεση κώδικα, παρουσί-

αση των αποτελεσμάτων και προσθήκη πλούσιου κειμένου σχολιασμού. Πρόκειται α-

διαμφισβήτητα για ένα εργαλείο ιδανικό για την ανάπτυξη και τη συνεργασία.

Χρησιμοποιώντας τη σχετική υπηρεσία του Kubeflow, γνωστή ως Notebook Servers

[24], οι χρήστες μπορούν να δημιουργήσουνnotebooks με βάση είτε την προεπιλεγμένη

εικόνα Docker είτε μια διαφορετική της επιλογής τους, η οποία ενδεχομένως περιέχει

απαραίτητες βιβλιοθήκες. Τόσο το ίδιο το Kubeflow, όσο και διάφορα ενσωματωμένα

εργαλεία (frameworks)ΜΜ, παρέχουν SDKs που επιτρέπουν την ανάπτυξη κώδικα για

την υλοποίηση των βημάτων μιας ροής εργασίας ΜΜ.

Kubeflow Pipelines

Αναμφίβολα ένα από τα πιο σημαντικά συστατικά του Kubeflow είναι το σύστημα των

Kubeflow Pipelines [25], που συχνά αναφέρεται ως KFP, το οποίο προσφέρει μια πλή-

ρη πλατφόρμα για την κατασκευή και την εκτέλεση φορητών, κλιμακούμενων ροών

εργασίας μηχανικής μάθησης που βασίζονται σε Docker containers. Αποτελείται κυρί-

ως από μια μηχανή για τη δρομολόγηση ροών εργασίας ΜΜ πολλαπλών βημάτων, η

οποία εκτίθεται μέσω του UI, αλλά και του σχετικού SDK, και επιτρέπει τον ορισμό και

τη διαχείριση σύνθετων pipeline ή μεμονωμένων τμημάτων τους (components), τον

προγραμματισμό εκτελέσεων (runs) και την οργάνωση αυτών σε πειράματα (experi-

ments). Τι είναι όμως ένα pipeline μηχανικής μάθησης και γιατί μας ενδιαφέρει;

Τις τελευταίες δύο δεκαετίες, η εκρηκτική αύξηση των διαθέσιμων δεδομένων, σε συν-

δυασμό με την πρόοδο προς μεγαλύτερη υπολογιστική ισχύ και προσιτή αποθηκευτική

υποδομή, οδήγησε στην άνθηση της μηχανικής μάθησης, η οποία έχει εισχωρήσει πλέον

σε κάθε βιομηχανία. Είναι, άλλωστε, αρκετά απλό: τα εργαλεία ΜΜ επιτρέπουν στις

επιχειρήσεις να εντοπίζουν ταχύτερα κερδοφόρες ευκαιρίες και πιθανούς κινδύνους,

προϋπόθεση σχεδόν απαραίτητη για την επιτυχία.

Η αυξημένη δημοτικότητα των μοντέλων μηχανικής μάθησης, ωστόσο, αναδεικνύει και

την ανάγκη καθορισμού αυστηρών κανόνων και βέλτιστων πρακτικών που θα φέρουν
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τα μοντέλα στην παραγωγή ταχύτερα. Επιχειρώντας να ορίσουμε και να τυποποιή-

σουμε τη συνηθισμένη ροή εργασίας της μηχανικής μάθησης που αποτελείται από την

ανάπτυξη, εκπαίδευση, αξιολόγηση και, τελικά, την ενσωμάτωση ενός μοντέλου στην

παραγωγή, αντιλαμβανόμαστε αμέσως ότι πρόκειται, εγγενώς, για μια διαδικασία που

διαρθρώνεται σε πολλαπλά βήματα. Καθένα από αυτά μπορεί να μοντελοποιηθεί ως

μια ξεχωριστή εργασία, η οποία λαμβάνει κάποιες εισόδους και παράγει κάποιες εξό-

δους, ενώ ενδέχεται να εξαρτάται από προηγούμενα βήματα.

Σχήμα 2.4: Μια Τυπική Ροή Εργασίας Μηχανικής Μάθησης

Με βάση τα παραπάνω, μπορούμε να πούμε ότι ένα pipeline είναι μια περιγραφή μιας

ροής εργασίας ΜΜ, συμπεριλαμβανομένων όλων των δομικών στοιχείων της (com-

ponents) και του τρόπου με τον οποίο αυτά συνδυάζονται με τη μορφή γραφήματος

(DAG). Το pipeline περιλαμβάνει τον ορισμό των παραμέτρων εισόδου που απαιτού-

νται για την εκτέλεσή του, καθώς και των εισόδων/εξόδων κάθε μεμονωμένου δομικού

στοιχείου.

Στο Kubeflow, ένα δομικό στοιχείο του pipeline, ή pipeline component ό-

πως θα αναφέρεται εφεξής, είναι ένα αυτοτελές σύνολο που περικλείει τον

κώδικα του χρήστη, συσκευασμένο ως εικόνα Docker, υπεύθυνο για την

εκτέλεση ενός βήματος του pipeline, π.χ. προεπεξεργασία δεδομένων, με-

τασχηματισμός δεδομένων, εκπαίδευση μοντέλων, κ.λπ.

Ένα απλό Kubeflow pipeline που εκτελεί ορισμένους απλούς μαθηματικούς υπολογι-

σμούς φαίνεται παρακάτω.
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Σχήμα 2.5: Παράδειγμα Ενός Kubeflow Pipeline

Όταν ένα pipeline όπως το παραπάνω εκτελείται, το σύστημα εκκινεί ένα ή περισσότε-

ρα Pod που αντιστοιχούν στα βήματα (components) της ροής εργασίας (pipeline). Τα

Pod περικλείουν Docker containers, τα οποία με τη σειρά τους είναι υπεύθυνα για την

εκτέλεση του κώδικα του χρήστη. Πώς συμβαίνει όμως αυτό;

Η απάντηση εδώ είναι αρκετά απλή. Βάση του μηχανισμού του KFP αποτελούν οι ροές

εργασίας Argo που είδαμε προηγουμένως (2.3). Συγκεκριμένα, τα pipeline που έχουν

γραφτεί με τη χρήση του KFP SDK μεταγλωττίζονται σε Argo Workflows από τον με-

ταγλωττιστή του KFP. Κάθε βήμα του pipeline μεταφράζεται σε μια εργασία (task) του

Workflow, η οποία θα εκτελεστεί σε ένα container.

Αφού ολοκληρωθεί η μεταγλώττιση, η εκτέλεση ενός pipeline πραγματοποιείται με την

υποβολή του αντίστοιχου Workflow CR στο Kubernetes. Ο Argo Workflow Controller,

στη συνέχεια, θα το εντοπίσει και θα αναλάβει τα υπόλοιπα, αναλύοντας το CR και

εκτελώντας τα βήματα, επιλύοντας τυχόν εξαρτήσεις και συλλέγοντας τα παραγόμενα

αποτελέσματα.
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Σχήμα 2.6: Μεταγλώττιση Kubeflow Pipeline σε Argo Workflow

2.4.2 Kubeflow και Αποθήκευση Δεδομένων

Το Kubeflow χρησιμοποιεί διαφορετικές αποθήκες δεδομένων για να καλύψει διαφο-

ρετικά τμήματα της επιχειρησιακής λογικής. Αυτό οφείλεται κυρίως στη φύση του ως

συλλογή ανεξάρτητων συστατικών, τα οποία είναι επίσης έργα ανοικτού κώδικα που

αναπτύχθηκαν με αρχικό σκοπό να λειτουργούν ανεξάρτητα από το Kubeflow και το

οικοσύστημα που παρέχει. Ως εκ τούτου, είναι φυσικό κάθε ξεχωριστή υπηρεσία να

χρησιμοποιεί το δικό της στρώμα αποθήκευσης, που ανταποκρίνεται στις ειδικές ανά-

γκες της, γεγονός που σε κάθε περίπτωση αυξάνει και την πολυπλοκότητα της αρχιτε-

κτονικής μας.

ΗΑποθήκη Αντικειμένων MinIO

Το MinIO [26] είναι ένας Kubernetes-native, χώρος αποθήκευσης αντικειμένων, που

χρησιμοποιείται κυρίως για τη φύλαξη μη δομημένων δεδομένων. Προσφέρει μια διε-

παφή παρόμοια με αυτή ενός συστήματος αρχείων, όπου τα αντικείμενα οργανώνονται

σε «κουβάδες» (buckets) αντί για καταλόγους.

Το MinIO είναι ο προεπιλεγμένος χώρος αποθήκευσης αντικειμένων του KFP, που ζει

στο kubeflow namespace του cluster, και χρησιμοποιείται για να αποθηκεύονται:

• Ορισμοί pipeline (δηλαδή Workflow CRs)

– Υποβάλλονται από τον API Server του KFP
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• Καταγραφές (logs) βημάτων των pipeline

– Υποβάλλονται από τα βήματα του Argo

• KFP artifacts που περνούν ως είσοδοι και έξοδοι σε pipeline

– Υποβάλλονται από τα βήματα του Argo

• KFP artifacts που υποβάλλονται ως οπτικοποιήσεις (visualizations)

– Υποβάλλονται από τα βήματα του Argo

Η Βάση Δεδομένων MySQL του KFP API Server

Η εγκατάσταση του KFP API Server συνοδεύεται από μια MySQL Βάση Δεδομένων,

η οποία χρησιμοποιείται για την αποθήκευση συμπληρωματικών μεταδεδομένων σχε-

τικά με τα pipeline που μεταφορτώνονται στο KFP (εκτός των ορισμών τους- αυτοί α-

ποθηκεύονται στο MinIO), συμπεριλαμβανομένου του ονόματος, του namespace, των

παραμέτρων εισόδου και των εκδόσεων ενός pipeline, καθώς και πληροφορίες σχετικά

με τις εκτελέσεις (runs), τα KFP πειράματα (experiments) που δημιουργούνται για την

ομαδοποίηση εκτελέσεων pipeline, καθώς και για προγραμματισμένες επαναλαμβανό-

μενες εκτελέσεις (jobs ή recurring runs). Οι περισσότερες από τις πληροφορίες που

αποθηκεύονται εδώ, είναι διαθέσιμες μέσω της γραφικής διεπαφής του KFP.

Machine Learning Metadata (MLMD)

Το MLMetadata (MLMD) [27] είναι ένα έργο ανοικτού κώδικα που αναπτύχθηκε αρ-

χικά από την Google ως αναπόσπαστο μέρος του TensorFlow Extended (TFX) και προ-

σφέρει μια βιβλιοθήκη για την καταγραφή και ανάκτηση μεταδεδομένων που σχετί-

ζονται με την εκτέλεση ροών εργασίας μηχανικής μάθησης. Κάθε εκτέλεση ενός μη-

τετριμμένου pipeline, συγκεκριμένα, παράγει μεταδεδομένα που περιέχουν πληροφο-

ρίες σχετικά με τα διάφορα components, τις εκτελέσεις τους και τα παραγόμενα προϊ-

όντα (π.χ. εκπαιδευμένα μοντέλα). Το MLMD προορίζεται να βοηθήσει τους επιστή-

μονες δεδομένων να κατανοήσουν και να αναλύσουν την πλήρη γενεαλογία (lineage)

των διασυνδεδεμένων τμημάτων του pipeline, συντελώντας στην ανάδειξη της σύνδε-

σης μεταξύ κάποιου παραγόμενου μοντέλου και του συνόλου δεδομένων, των υπερ-

παραμέτρων, καθώς και της εκτέλεσης του pipeline που το παρήγαγε.
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Το ML Metadata συνοδεύεται από τη δική του αποθήκη μεταδεδομένων, προσφέρο-

ντας μια μη-σχεσιακή αφαίρεση πάνω από ένα επεκτάσιμο επίπεδο αποθήκευσης που-

επί του παρόντος- υλοποιείται για SQLite και MySQL. Στο MLMD καταχωρούνται, ει-

δικότερα:

• Μεταδεδομένα σχετικά με τα προϊόντα που παράγονται από τα βήματα ενός

pipeline (Artifacts)

• Μεταδεδομένα σχετικά με τις εκτελέσεις αυτών των βημάτων (Executions)

• Μεταδεδομένα σχετικά με τις εκτελέσεις του pipeline (Contexts)

Το MLMD εγκαθίσταται ως μέρος του Kubeflow με σκοπό να αποτελεί τον συνδετικό

ιστό μεταξύ των υπόλοιπων συστατικών αυτού, εφόσον η κατάλληλη καταγραφή και

διασύνδεση των μεταδεδομένων αποτελεί τη ραχοκοκαλιά ενός ισχυρού σχεδιασμού

MLOps. Στις τυπικές εγκαταστάσεις του Kubeflow, η MySQL χρησιμοποιείται ως βάση

δεδομένων, με τις κύριες οντότητες που αποθηκεύονται στο MLMD να είναι οι εξής:

• Context

Μια οντότητα που προορίζεται να ενθυλακώσει άλλες.

• Execution

Μια οντότητα που εκτελείται/τρέχει.

Μπορεί να αποτελεί μέρος ενός (ή περισσότερων) Context.

• Artifact

Μια οντότητα που καταναλώνεται ή παράγεται από ένα Execution.

Μπορεί να αποτελεί μέρος ενός (ή περισσότερων) Context.

Αυτές οι οντότητες αντιστοιχίζονται σε έννοιες του Kubeflow Pipelines όπως φαίνεται

στο σχήμα 2.7.

Πιο συγκεκριμένα, τα Context αντιστοιχίζονται σε runs, δηλαδή εκτελέσεις pipeline,

του KFP. Κάθε run αποτελείται από έναν αριθμό βημάτων, γι’ αυτό και αντιστοιχί-

ζουμε τα Executions σε βήματα (steps) του KFP, τα οποία και καθιστούμε μέρος του

σχετικού Context. Επιπλέον, κάθε βήμα μπορεί να λαμβάνει εισόδους και να παράγει
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εξόδους. Αυτές μπορεί να αντιστοιχούν σε στιγμιότυπα εισόδου και εξόδου ή και σε

εκπαιδευμένα μοντέλα (βλ. επόμενες ενότητες για περισσότερα), τα οποία υποβάλλο-

νται ως Artifacts. Αυτά τα χαρακτηρίζουμε ως καταναλισκόμενα ή παραγόμενα από

Executions (που αντιστοιχούν σε βήματα) και τα δηλώνουμε ως μέρος των Contexts

(που αντιστοιχούν σε runs του KFP).

Σχήμα 2.7: Αντιστοίχιση Όρων του KFP σε Οντότητες του MLMD

Οι σχέσεις μεταξύ των παραπάνω εκφράζονται με τη χρήση 3 επιπλέον οντοτήτων του

MLMD. Δηλώνουμε ότι ένα Artifact καταναλώνεται ή παράγεται από ένα Execution

υποβάλλοντας ένα Event. Στη συνέχεια, θεωρώντας ότι ένα συγκεκριμένο Artifact α-

ποδίδεται στο KFP run που το παρήγαγε, πρέπει να χρησιμοποιήσουμε έναAttribution

για να συνδέσουμε το Artifact με το σχετικό Context. Τέλος, δεδομένου ότι κάθε βήμα

του pipeline σχετίζεται με ένα συγκεκριμένο pipeline run, ένα Association πρέπει να

υποβληθεί για να συνδέσει ένα Execution με το αντίστοιχο Context.

Τέλος, όλα τα Artifacts, Executions και Contexts ανήκουν σε κάποιον τύπο. Αυτός δη-

λώνει τις ακριβείς ιδιότητες που πρέπει να ορίζει μια οντότητα. Εκτός από τις ιδιότητές

τους (properties), οι οντότητες μπορούν προαιρετικά να έχουν επιπλέον και αυθαίρετα

χαρακτηριστικά που δεν ορίζονται από τον τύπο τους και δεν συνοδεύονται από τους

περιορισμούς που αυτός επιβάλλει (custom properties).

Ολόκληρο το σχήμα της βάσης δεδομένων απεικονίζεται στο διάγραμμα 2.8, όπου κά-

ποιος βαθμός «χωρικής τοπικότητας» επιχειρείται για τις οντότητες που σχετίζονται

μεταξύ τους.
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Σχήμα 2.8: Το Σχήμα της Βάσης Δεδομένων του MLMD

Αυτό που καθίσταται αμέσως αντιληπτό από το παραπάνω σχήμα είναι ότι οι σχέσεις

που περιγράφηκαν προηγουμένως δεν εμφανίζονται στην πραγματικότητα στο διά-

γραμμα, με τους πίνακες να παρουσιάζονται «αποσυνδεδεμένοι», ενισχύοντας έτσι την

ιδέα ότι πρόκειται τελικά για μια μη-σχεσιακή βάση δεδομένων. Αυτό οφείλεται στην

παντελή έλλειψη περιορισμών ξένου κλειδιού, με την αναφορική ακεραιότητα να βα-

σίζεται εξ ολοκλήρου στη μοναδικότητα των σύνθετων κλειδιών.

2.4.3 Arikto Enterprise Kubeflow (EKF)

Η διανομή ανοικτού κώδικα του Kubeflow (OSS Kubeflow) παρέχει αρκετές βολικές

λειτουργίες, αλλά εμφανίζει δυστυχώς μια σειρά από ελλείψεις. Η διανομή Enterprise

Kubeflow (EKF) της Arrikto επεκτείνει τις δυνατότητες της πλατφόρμαςOSS Kubeflow

με πρόσθετη αυτοματοποίηση, αναπαραγωγιμότητα, φορητότητα και χαρακτηριστικά

ασφαλείας, ενσωματώνοντας διάφορα εργαλεία σε μια ενοποιημένη λύση. Ορισμένα

από αυτά τα εργαλεία, όπως ταKale, Rok και RokRegistry, αποτελούν καίριο συστατικό

της λύσης που περιγράφεται στην παρούσα εργασία και θα συζητηθούν, ως εκ τούτου,

στις επόμενες ενότητες.
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2.5 Kale

Η OSS Kubeflow Pipelines πλατφόρμα επιτρέπει στους επιστήμονες δεδομένων να ορί-

ζουν και να εκτελούν σύνθετες ροές εργασίας στο Kubernetes. Ωστόσο, η χρήση αυτής

της πλατφόρμας απαιτεί ένα επίπεδο τεχνικών δεξιοτήτων που υπερβαίνει εκείνο των

περισσότερων επιστημόνων δεδομένων. Συγκεκριμένα, το OSS Kubeflow απαιτεί το

πακετάρισμα των pipeline components σε containers, μια κουραστική διαδικασία που

συχνά συνεπάγεται αλλαγές στον κώδικα της εφαρμογής. Εκτός αυτού, προκειμένου

να αξιοποιήσει κανείς την ισχύ του Kubeflow για τη σχεδίαση των pipeline, οφείλει να

γνωρίζει την ειδική γλώσσα του KFP (DSL), γεγονός που δυσχεραίνει ακόμη περισσό-

τερο το έργο του.

Το Kale [28], ένα εργαλείο της Arrikto για την ενορχήστρωση Kubeflow components,

φιλοδοξεί να ξεπεράσει αυτούς τους περιορισμούς, παρέχοντας υψηλού επιπέδουPython

APIs που επιτρέπουν στους επιστήμονες δεδομένων να ορίζουν και να εκτελούν περί-

πλοκες ροές εργασίας, χρησιμοποιώντας τα εργαλεία με τα οποία είναι ήδη εξοικειω-

μένοι: κώδικα Python και Jupyter notebooks. Για το σκοπό αυτό, το Kale παρέχει τόσο

ένα SDK όσο και μια γραφική διεπαφή με τη μορφή επέκτασης στο JupyterLab.

Το Kale SDK επιτρέπει στους χρήστες να γράφουν απλό κώδικα Python και, στη συ-

νέχεια, να τον μετατρέπουν σε πλήρως αναπαραγώγιμα Kubeflow pipelines χωρίς να

απαιτούνται αλλαγές στον αρχικό πηγαίο κώδικα. Η σχετική επέκταση του JupyterLab,

από την άλλη πλευρά, καθιστά δυνατή την εκκίνηση ενός pipeline run κατευθείαν μέσα

από το Jupyter notebook, διευκολύνοντας τη γρήγορη ανάπτυξη και τον πειραματισμό.

ΤοKale διασυνδέεται, τέλος, αρμονικά με το Katib για την εκτέλεση πειραμάτων hyper-

parameter tuning, καθώς και με το KFServing, ούτως ώστε ο χρήστης να «σερβίρει»

μοντέλα με μία μόνο εντολή, συμβάλλοντας στην επίλυση σοβαρών κενών αυτοματο-

ποίησης του OSS Kubeflow.
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Το πιο σημαντικό είναι ότι το Kale χειρίζεται τις εξαρτήσεις δεδομένων και απλοποιεί τη

διαδικασία μεταφοράς δεδομένων μεταξύ των βημάτων του KFP. Τα components του

KFP είναι, εξ ορισμού, ανεξάρτητα και αυτόνομα, προωθώντας την επαναχρησιμοποίη-

ση και την κλιμάκωση. Το Kale αναλύει το DAG του pipeline, εντοπίζοντας τις εξαρτή-

σεις, και αναλαμβάνει τη σειριοποίηση των αντικειμένων εξόδου και την αποθήκευσή

τους σε ένα κοινόχρηστο volume, το οποίο προσαρτάται σε κάθε βήμα του pipeline

(κάθε βήμα εκτελείται σε ξεχωριστό Pod, σύμφωνα με το μηχανισμού του Argo). Η

διαδικασία σειριοποίησης δεδομένων, γνωστή και ως marshalling, εκτελείται από τον

ειδικό μηχανισμό του Kale που έχει σχεδιαστεί για να διαχειρίζεται έναν αριθμό διαφο-

ρετικών τύπων δεδομένων (π.χ. Python dicts) με τρόπο διαφανή στον χρήστη κατά την

ολοκλήρωση της εκτέλεσης του βήματος. Αντίστοιχα, κατά την έναρξη της εκτέλεσης

ενός βήματος, το Kale είναι υπεύθυνο για την αποσειριοποίηση τυχόν σειριοποιημένων

δεδομένων εισόδου.

Η παραπάνω διαδικασία υποστηρίζεται από την πλατφόρμα διαχείρισης δεδομένων της

Arrikto, Rok, με το οποίο θα ασχοληθούμε περισσότερο στην επόμενη ενότητα. Αξιο-

ποιώντας την τεχνολογία λήψης στιγμιοτύπων του Rok, το Kale καταγράφει ολόκληρο

το περιβάλλον στην αρχή και στο τέλος κάθε βήματος λαμβάνοντας ένα στιγμιότυπο

του υποκείμενου PersistentVolumeClaim, επιλύοντας τα ζητήματα αναπαραγωγιμότη-

τας του OSS Kubeflow και απαλλάσσοντας οριστικά τους επιστήμονες δεδομένων από

το επιπρόσθετο βάρος της δημιουργίας εικόνων Docker για να συσκευάσουν τον κώ-

δικα και τις εξαρτήσεις του (όπως θα ήταν υποχρεωμένοι να κάνουν εάν εκτελούσαν

απλά βήματα του KFP).

2.5.1 Ενσωμάτωση MLMD

Το Kale ενσωματώνεται με το ML Metadata (MLMD) για την καταγραφή μεταδεδομέ-

νων μηχανικής μάθησης που παράγονται από τις εκτελέσεις των Kubeflow pipelines.

Πιο συγκεκριμένα, καταγράφει πληροφορίες σχετικά με τα runs, τα μοντέλα, τα σύνο-

λα δεδομένων και άλλα αντικείμενα που αποτελούν τις εισόδους και τις εξόδους των

στοιχείων σε μια ροή εργασίας ΜΜ, αυτά που νωρίτερα ονομάσαμε MLMD Artifacts

(2.4.2). Το Kale φροντίζει για την αυτόματη καταγραφή και τη σωστή διασύνδεση ενός

αριθμού από Artifacts, απαλλάσσοντας τον χρήστη από την ευθύνη της αλληλεπίδρα-

σης με το MLMD. Μερικά από αυτά είναι:
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• Εκπαιδευμένα μοντέλα

• Καταγραφές (logs) Tensorboard

• Στιγμιότυπα του Rok (βλ. επόμενη ενότητα 2.6 για περισσότερες πληροφορίες)

Κατά τη διάρκεια της εκτέλεσης, το Kale φροντίζει επίσης για τη δημιουργία ενός νέου

Context που αντιστοιχεί στο pipeline run, καθώς και ενός Execution για κάθε βήμα. Το

τελευταίο θα αποδειχθεί εξαιρετικά χρήσιμο προχωρώντας στην ανάλυση του μηχανι-

σμού κρυφής μνήμης (caching) του KFP σε επόμενα κεφάλαια (3.3.3).

2.6 Rok

ToRok [29] είναι μια ιδιόκτητη πλατφόρμα τηςArrikto για τη διαχείριση και αποθήκευ-

ση δεδομένων, η οποία ενσωματώνεται εγγενώς με το Kubernetes μέσω του προτύπου

Container Storage Interface (CSI) [30], για να παρέχει προηγμένες δυνατότητες απο-

θήκευσης, όπως δυναμική διάθεση volumes, δρομολόγηση με επίγνωση τοπολογίας,

καθώς και λήψη στιγμιοτύπων.

Το Rok προσφέρει ένα επίπεδο διαχείρισης δεδομένων που διαθέτει PVC σε Pod με

τρόπο που επιτρέπει σε απευθείας συνδεδεμένες, τοπικές συσκευές NVMe να γίνουν

κύριος αποθηκευτικός χώρος. Παρόλο που βρίσκεται στην κρίσιμη διαδρομή ελέγχου

της παροχής και διαχείρισης των volumes, δεν βρίσκεται στην κρίσιμη διαδρομή της ει-

σόδου/εξόδου, η οποία ρέει απευθείας μέσω του πυρήνα Linux και εξυπηρετείται τελικά

από τη συσκευήNVMeπου είναι απευθείας συνδεδεμένη στον ίδιο φυσικό υπολογιστή.

Σχήμα 2.9: Rok
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Επιπρόσθετα, το Rok επιτρέπει τη λήψη στιγμιότυπων των τοπικών persistent volumes,

χωρίς να επηρεάζεται η απόδοση της εφαρμογής, δηλαδή χωρίς να παρεμβάλλεται στο

μονοπάτι εισόδου/εξόδου της εφαρμογής, χάρη στις βελτιώσεις του πυρήνα Linux της

Arrikto. Το Rok κατακερµατίζει, αφαιρεί διπλότυπα μέρη, και ταξινομεί τα στιγμιότυ-

πα σε εκδόσεις, προτού αποθηκεύσει τα content-addressable τμήματά τους σε κάποια

υπηρεσία αποθήκευσης αντικειμένων (π.χ. Amazon S3) που βρίσκεται κοντά στη συ-

γκεκριμένη συστοιχία Kubernetes. Η αντίστροφη διαδικασία είναι επίσης δυνατή, με

το Rok να επιτρέπει την αποκατάσταση των περιεχομένων ενός στιγμιότυπου σε ένα

νέο τοπικό volume. Συνολικά, θα μπορούσαμε να πούμε ότι το επίπεδο διαχείρισης δε-

δομένων που παρέχει το Rok συνδυάζει τις επιδόσεις της τοπικής αποθήκευσης με την

ευελιξία των κοινόχρηστων συστημάτων αποθήκευσης.

Σε υψηλότερο επίπεδο, τα στιγμιότυπα του Rok ομαδοποιούνται σε κουβάδες που ο-

νομάζουμε Rok buckets, οι οποίοι περιέχουν συλλογές αντικειμένων. Κάθε αντικείμενο

μπορεί να έχει πολλαπλές εκδόσεις, με κάθε έκδοση να είναι το στιγμιότυπο κάποιου

πόρου (π.χ. ενός PVC) σε μια διαφορετική χρονική στιγμή. Με τον τρόπο αυτό, μπο-

ρούμε να επαναφέρουμε ξεχωριστούς πόρους όπως τα PVC, ή ακόμα και ολόκληρα

περιβάλλοντα όπως τα notebooks στην ακριβή κατάστασή τους σε μια οποιαδήποτε

στιγμή στο χρόνο.

Σχήμα 2.10: Rok Versioning

2.7 Rok Registry

ΤοRokRegistry [31] είναι η ιδιόκτητη λύση της Arrikto για αναζήτηση, ανακάλυψη και

κοινή χρήση στιγμιότυπων με άλλους χρήστες, επιτρέποντας τη δημιουργία ιδιωτικών

ή δημόσιων ομάδων και τον ορισμό λεπτομερών λιστών ελέγχου πρόσβασης (ACL).
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Το Rok Registry συνδέει πολλαπλές συστοιχίες Kubernetes που εκτελούν το Rok, ανε-

ξάρτητα από το πού βρίσκονται. Αποθηκεύει μόνο αναφορές σε δεδομένα, αντί για τα

δεδομένα αυτά καθαυτά, και επιτρέπει στα Rok clusters να συγχρονίζουν στιγμιότυπα

μεταξύ τους, ανταλλάσσοντας content-addressable τμήματά τους μέσω ενός δικτύου ο-

μότιμων κόμβων (P2P), χρησιμοποιώντας ένα μοντέλο δημοσίευσης/συνδρομής (pub-

lish/subscribe), χωρίς το ίδιο να παρεμβάλλεται στην κρίσιμη διαδρομή του συγχρο-

νισμού δεδομένων. Όταν δημιουργούνται νέα στιγμιότυπα, μόνο τα τροποποιημένα

τμήματά τους πρέπει να διασχίσουν το δίκτυο.

Σχήμα 2.11: Rok Registry

Το Rok Registry συμβάλλει στην αντιμετώπιση των κενών φορητότητας και ασφάλειας

του OSS Kubeflow, επιτρέποντας στους χρήστες να μοιράζονται δεδομένα και να συ-

νεργάζονται μεταξύ διαφορετικών συστοιχιών. Επιτρέπει, ειδικότερα, τη δημοσίευση

κουβάδων που περιέχουν στιγμιότυπα, καθιστώντας τους ουσιαστικά διαθέσιμους σε

άλλους χρήστες, οι οποίοι- με την κατάλληλη εξουσιοδότηση- μπορούν με τη σειρά

τους να εγγραφούν σε αυτούς. Το Rok, έπειτα, διασφαλίζει ότι οι αλλαγές που πραγ-

ματοποιούνται σε έναν δημοσιευμένο κουβά, διαδίδονται σε όλους τους συνδρομητές

του.
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3
Σχεδίαση

Σε αυτό το κεφάλαιο θα περιγράψουμε διεξοδικά τον προτεινόμενο μηχανισμό μας, ο

οποίος επιτρέπει την εκτέλεση των Kubeflow Pipelines σε πολλαπλές συστοιχίες Ku-

bernetes, αναλύοντάς τον σε διακριτά βήματα και διεισδύοντας σε κάθε ένα από αυτά

ξεχωριστά. Σκοπός είναι φυσικά η οικοδόμηση μιας στέρεας κατανόησης επί των βασι-

κών εννοιών και εσωτερικών μηχανισμών του KFP και του Argo που εμπλέκονται στο

σχεδιασμό και την υλοποίηση των Split Pipelines.

3.1 Επισκόπηση

Τα τελευταία χρόνια, η μηχανική μάθηση έχει εισβάλει σε κάθε σημαντικό κλάδο επι-

χειρηματικής δραστηριότητας, από τον τραπεζικό τομέα και τις ανανεώσιμες πηγές ε-

νέργειας έως τον σχεδιασμό προηγμένου ιατρικού εξοπλισμού και τα αυτο-οδηγούμενα

αυτοκίνητα. Ως εκ τούτου, οι επιχειρήσεις επιδιώκουν πάση θυσία να μπουν στο παιχνί-

δι, διοχετεύοντας τεράστια ποσά χρημάτων στη σχετική έρευνα. Δυστυχώς, οι εταιρείες

δεν μπορούν απλώς να πετάξουν χρήματα σε επιστήμονες δεδομένων και μηχανικούς

μηχανικής μάθησης ελπίζοντας σε θαύματα. Σύμφωνα με το VentureBeat, το 87% των

έργων επιστήμης δεδομένων δεν καταφέρνουν ποτέ να φτάσουν στην παραγωγή [32].

Ο λόγος για αυτό είναι ότι η ανάπτυξη μοντέλων είναι στην πραγματικότητα μόνο ένα

κομμάτι του παζλ.

Η αλήθεια είναι ότι ένα έργο μηχανικής μάθησης δεν ξεκινά με την ανάπτυξη του μοντέ-

λου. Απαιτείται, αρχικά, μια πληθώρα δεδομένων που πρέπει να μελετηθούν διεξοδικά,

να διερευνηθούν, να καθαριστούν και να υποστούν προεπεξεργασία. Η πρόσβαση στα
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δεδομένα, ωστόσο, αλλά και ο διαμοιρασμός τους ακόμα και εντός των ορίων μιας και

μόνο εταιρείας, δεν αποτελεί ασήμαντη υπόθεση, λόγω της κατακερματισμένης ή μη

ομοιόμορφης αποθήκευσης αυτών, καθώς και ανησυχιών σχετικών με την προστασία

της ιδιωτικότητας και της ασφάλειάς τους.

Από την άλλη πλευρά, ένα έργο μηχανικής μάθησης δεν τελειώνει και με την ανάπτυ-

ξη του μοντέλου. Το μοντέλο πρέπει να εκπαιδευτεί και να αξιολογηθεί, οδηγώντας

σε πιθανές επαναλήψεις στο στάδιο της κατασκευής, πριν προωθηθεί στο περιβάλλον

παραγωγής, μια διαδικασία που συχνά απαιτεί σημαντική τεχνογνωσία DevOps. Στη

συνέχεια, ένα μοντέλο που «σερβίρεται» στο περιβάλλον παραγωγής παρουσιάζει έ-

να εντελώς νέο σύνολο προκλήσεων και ειδικών απαιτήσεων, γι’ αυτό και πρέπει να

ελέγχεται και να παρακολουθείται συνεχώς.

Σχήμα 3.1: Η Ροή Εργασίας του MLOps

Προφανώς, η διαδικασία που περιγράφεται παραπάνω είναι δύσκολη και, εφόσον δεν

μπορούμε να περιμένουμε οι επιστήμονες δεδομένων να είναι ειδήμονες και σε τεχνικά

θέματα, αναπόφευκτα περιλαμβάνει έναν αριθμό προσώπων και ρόλων, από μηχανι-

κούς δεδομένων έως ειδικούς DevOps και ασφάλειας, οι οποίοι πρέπει να επικοινωνούν

και να συνεργάζονται αποτελεσματικά.

Υπό το πρίσμα αυτό, αναδεικνύεται ως επιτακτική η ανάγκη για μια πλατφόρμα που

διευκολύνει την πρόσβαση σε δεδομένα και την ανταλλαγή αυτών, παρέχει κανόνες

και κατευθυντήριες γραμμές για τον περιορισμό της ροής εργασίας ανάπτυξης μοντέ-
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λων, επιτρέπει την ταχεία επανάληψη, τον πειραματισμό και τη συνεργασία μεταξύ δια-

φορετικών χρηστών. Το Kubeflow φιλοδοξεί να αποτελέσει τη λύση, παρέχοντας το

περιβάλλον και τα εργαλεία που απαιτούνται για την ανάπτυξη και την ενορχήστρω-

ση ροών εργασίας μηχανικής μάθησης σε ένα Kubernetes cluster. Το τρέχον σύνολο

χαρακτηριστικών του Kubeflow, ωστόσο, αποτυγχάνει ενδεχομένως να εξυπηρετήσει

ορισμένα ενδιαφέροντα σενάρια που είναι συνηθισμένα σε μεγάλες επιχειρήσεις: ξε-

χωριστές συστοιχίες που στοχεύουν σε διαφορετικά στάδια ανάπτυξης (ανάπτυξη, πα-

ραγωγή) ή κύκλους ζωής της ροής εργασίας (προεπεξεργασία δεδομένων, εκπαίδευση

μοντέλου, εξυπηρέτηση αιτημάτων), ή παρέχουν πρόσβαση σε περιορισμένες υπηρε-

σίες (data lakes, αποθετήρια αντικειμένων) ή υπολογιστικούς πόρους (GPU, συσκευές

HPC).

Στο σχήμα 2.4 δείξαμε ένα τυπικό παράδειγμα μιας ροής εργασίας μηχανικής μάθη-

σης, όπου αντιληφθήκαμε την εγγενή φύση της ως μια διαδικασία που διαρθρώνεται

σε πολλαπλά βήματα. Μέχρι αυτό το σημείο, ωστόσο, υποθέταμε ότι κάθε βήμα αυ-

τής της διαδικασίας εκτελείται στην ίδια τοποθεσία. Αυτό δεν μπορεί να είναι αλήθεια,

όμως, εφόσον κάθε κομμάτι της ροής εργασίας (δηλ. ανάπτυξη, εκπαίδευση, εξυπηρέ-

τηση αιτημάτων) χαρακτηρίζεται από εξαιρετικά διαφορετικές απαιτήσεις και, φυσικά,

προδιαγραφές.

• Τοποθεσία ανάπτυξηςΦορητός υπολογιστής ενός επιστήμονα δεδομένων ή κοι-

νόχρηστη συστοιχία ανάπτυξης

– Απαιτήσεις: Γνώριμο περιβάλλον, π.χ. Jupyter notebooks, Python

– Χαρακτηριστικά: Περιορισμένοι αποθηκευτικοί και υπολογιστικοί πόροι

• Τοποθεσία εκπαίδευσης Μια ισχυρή συστοιχία συνήθως στο νέφος

– Απαιτήσεις: Γρήγορη και ισχυρή, κοντά στα δεδομένα εκπαίδευσης

– Χαρακτηριστικά: Εξειδικευμένοι υπολογιστικοί πόροι, π.χ. GPUs/FPGAs.

Πρόσβαση σε λίμνες δεδομένων ή αποθετήρια αντικειμένων

• Τοποθεσία παραγωγής Ένας διακομιστής εφαρμογών ή μια edge-device

– Απαιτήσεις: Απαιτήσεις ειδικές για την εφαρμογή

– Χαρακτηριστικά: Πρόβλεψη (inference) κοντά στην πηγή δεδομένων, π.χ.

σε αυτο-οδηγούμενα αυτοκίνητα
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Λαμβάνοντας τα παραπάνω υπόψη, θα πρέπει να διαμορφώσουμε κατάλληλα το αρχικό

διάγραμμα, προκειμένου αυτό να αντικατοπτρίζει την κατανεμημένη φύση της ροής

εργασίας.

Σχήμα 3.2: Μια Τυπική Ροή Εργασίας Μηχανικής Μάθησης: Αναθεωρημένη

Βάσει των παραπάνω, στις επόμενες ενότητες θα προτείνουμε και θα περιγράψουμε

έναν μηχανισμό που θα μας επιτρέψει να τρέξουμε διαφορετικά τμήματα της ροής ερ-

γασίας μηχανικής μάθησης σε διαφορετικές τοποθεσίες με τη χρήση τουKubeflow. Από

εδώ και στο εξής, θα αναφερόμαστε σε αυτόν τον μηχανισμό ως Split Pipelines.

3.2 Split Pipelines

Όπως διαπιστώθηκε προηγουμένως, τα διάφορα μέρη ενός pipeline μηχανικής μάθη-

σης έχουν διαφορετικές απαιτήσεις, οπότε είναι λογικό να επιθυμούμε καθένα εξ αυτών

να εκτελεστεί σε διαφορετική τοποθεσία, σε μια προσπάθεια ικανοποίησης των απαι-

τήσεων αυτών. Για τους σκοπούς αυτής της διπλωματικής, θα χρησιμοποιούμε τον όρο

τοποθεσία για να αναφερθούμε σε μια συστοιχία Kubernetes, πάνω στην οποία τρέχει

το Kubeflow μαζί με την ιδιόκτητη στοίβα της Arrikto. Με άλλα λόγια, κάθε τοποθεσία

τρέχει τη λύση Enterprise Kubeflow της Arrikto (2.4.3), που πρόκειται ουσιαστικά για

το Kubeflow (2.4) ενισχυμένο με τις δυνατότητες αυτοματισμού του Kale (2.5) και τις

υπηρεσίες διαχείρισης δεδομένων του Rok (2.6).

Ο στόχος μας είναι αρκετά απλός- θέλουμε να αναπτύξουμε ένα μοναδικό pipeline,

αλλά πραγματοποιώντας την εκπαίδευση του μοντέλου σε μία τοποθεσία και σερβί-
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ροντας το σε μια άλλη. Προκειμένου να περιγράψουμε τον προτεινόμενο μηχανισμό

Split Pipelines, θα χρησιμοποιήσουμε ως παράδειγμα ένα πολύ συνηθισμένο pipeline

μηχανικής μάθησης που αποτελείται από 5 βήματα, όπως απεικονίζεται σχηματικά πα-

ρακάτω (3.3). Το συγκεκριμένο pipeline φορτώνει ένα σύνολο δεδομένων (στο ίδιο

σημείο θα μπορούσε επίσης να εκτελεί και οποιουσδήποτε μετασχηματισμούς προεπε-

ξεργασίας) και το χωρίζει στα σύνολα δεδομένων εκπαίδευσης και δοκιμής. Ακολουθεί

η εκπαίδευση και η αξιολόγηση του μοντέλου, πριν αυτό «σερβιριστεί», ενσωματωθεί

δηλαδή στο περιβάλλον παραγωγής, έτοιμο να δεχτεί αιτήματα και να εκτελέσει εξα-

γωγή συμπερασμάτων.

Σχήμα 3.3: Kubeflow Pipeline Χωρισμένο Μεταξύ Τριών Τοποθεσιών

Το παραπάνω pipeline μπορεί να αναπτυχθεί με χρήση τουKubeflow (ή τουKale) και να

εκτελεστεί σε μία τοποθεσία χωρίς ιδιαίτερο κόπο. Η κατάσταση περιπλέκεται, ωστό-

σο, όταν μπαίνει στη συζήτηση ο διαχωρισμός της εκτέλεσής του μεταξύ διαφορετικών

τοποθεσιών. Τα βήματα έχουν εισόδους και εξόδους, γεγονός που υποδηλώνει, φυσι-

κά, την ύπαρξη εξαρτήσεων μεταξύ τους. Ποιος είναι τότε ο μηχανισμός που καθιστά

εφικτή τη λειτουργία των Split Pipelines; Ποιες είναι οι εξαρτήσεις μεταξύ των βημά-

των του pipeline; Πού αποθηκεύονται; Πώς μπορούμε να τις συγχρονίσουμε μεταξύ

διαφορετικών τοποθεσιών; Αυτά είναι τα βασικά ερωτήματα που θα εξετάσουμε στις

επόμενες ενότητες.

3.2.1 ΟΜηχανισμός

Ο ορισμός του μηχανισμού είναι μάλλον απλός- η εκτέλεση Split Pipelines συνίσταται,

ουσιαστικά, σε τρία διακριτά βήματα:
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Split Pipelines = Early Stopping + [Meta]Data Syncing + Caching

Η υπόθεση είναι απλή: αν εκτελέσουμε ένα βήμα του pipeline στην τοποθεσία Α, συλ-

λέξουμε οτιδήποτε παράγει και το μεταφέρουμε στην τοποθεσία Β, δεν υπάρχει κανένας

λόγος το βήμα να εκτελεστεί ξανά στην τοποθεσία Β. Αυτό βασίζεται στην κρίσιμη πα-

ραδοχή ότι ένα βήμα του pipeline που εκτελεί τον ίδιο κώδικα με το δεδομένο σύνολο

εισόδων, θα οφείλει να παράγει πάντα την ίδια έξοδο. Με αυτό κατά νου, θα δείξουμε

ότι αν συγχρονίσουμε όλες τις παραγόμενες εξόδους, τις διάφορες εξαρτήσεις σε δε-

δομένα και μεταδεδομένα, δηλαδή, μεταξύ των τοποθεσιών, τα επόμενα βήματα του

pipeline μπορούν να εκτελεστούν με επιτυχία σε μια διαφορετική τοποθεσία, χωρίς την

ανάγκη επανάληψης εκτελέσεων προηγούμενων βημάτων που έχουν ήδη ολοκληρωθεί

στην αρχική.

Σχήμα 3.4: ΟΜηχανισμός των Split Pipelines

Το KFP διαθέτει τον δικό του μηχανισμό κρυφής μνήμης, ικανό να ανιχνεύει τα βήματα

που έχουν προηγουμένως ολοκληρωθεί με επιτυχία και να ανακτά άμεσα τις εξόδους

τους από ένα ενδιάμεσο επίπεδο αποθήκευσης, χωρίς να χρειάζεται επανάληψη της ε-

κτέλεσής τους. Εφεξής, θα αναφερόμαστε στο σύστημα αυτό ως KFP caching. Θα

μπορούσαμε, συνεπώς, να πούμε αφηρημένα ότι στόχος μας είναι η η λειτουργία του

συγκεκριμένου μηχανισμού caching με «κατανεμημένο» τρόπο, προσομοιώνοντας ου-

σιαστικά τις «παρενέργειες» της εκτέλεσης ενός βήματος. Με άλλα λόγια, θα χρειαστεί

να συγχρονίσουμε μεταξύ των τοποθεσιών τόσο τα σχετικά μεταδεδομένα της cache,

τα οποία θα οδηγήσουν το KFP να αποφασίσει ότι κάποιο βήμα έχει εκτελεστεί στο

παρελθόν- παρόλο που η εκτέλεση έλαβε χώρα σε διαφορετική τοποθεσία- όσο και τα
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πραγματικά δεδομένα εξόδου που παρήγαγε το βήμα κατά την αρχική εκτέλεσή του, τα

οποία απαιτούνται προκειμένου τυχόν επόμενα βήματα, που εξαρτώνται από αυτό, να

ξεκινήσουν και να ολοκληρωθούν με επιτυχία στην τελική τοποθεσία.

3.2.2 Ένα Πλήρες Παράδειγμα

Σε αυτή την ενότητα θα εξετάσουμε την πλήρη εκτέλεση του pipeline του παραδείγμα-

τος (3.3), προκειμένου να αποκτήσουμε πλήρη εποπτεία της όλης διαδικασίας προτού

διεισδύσουμε βαθύτερα για να εστιάσουμε στις λεπτομέρειες. Θα εκτελέσουμε το γνω-

στό pipeline 5 βημάτων που παρουσιάστηκε παραπάνω για την προεπεξεργασία των

δεδομένων εισόδου στην τοποθεσία Α, την εκπαίδευση και την αξιολόγηση του μοντέ-

λου στην τοποθεσία B και, τέλος, το «σερβίρισμά» του στην τοποθεσία C.

• Βήμα 1

Ωςπρώτο βήμα, θα πρέπει να μεταφορτώσουμε το pipeline στοKFPκαι στις τρεις

τoποθεσίες. Αυτό είναι εφικτό είτε μέσω του KFP SDK είτε μέσω της γραφικής

διεπαφής. Αξίζει να τονίσουμε ότι πρόκειται για τον ίδιο ακριβώς ορισμό και στις

τρεις τοποθεσίες.

Σχήμα 3.5: Βήμα 1: Μεταφόρτωση του Pipeline και στις Τρεις Τοποθεσίες
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• Βήμα 2

Μετά τη μεταφόρτωση του pipeline, ξεκινούμε την εκτέλεσή του στην τοποθεσία

A, μέσω του KFP SDK ή της σχετικής γραφικής διεπαφής. Τα πρώτα 2 βήματα

εκτελούνται και ολοκληρώνονται με επιτυχία (εμφανίζονται με πράσινο χρώμα

στο διάγραμμα). Μετά το τέλος του βήματος split-data, η εκτέλεση του pipeline

διακόπτεται, συνεπώς τα επόμενα βήματα εμφανίζονται ως γκρι στο διάγραμμα

(προκειμένου να καταστεί σαφές ότι δε θα εκτελεστούν ποτέ). Θα συζητήσουμε

το σχεδιασμό της πρόωρης διακοπής (early stopping) σε επόμενη ενότητα (3.5).

Σχήμα 3.6: Βήμα 2: Εκκίνηση Εκτέλεσης στο A + Πρόωρη Διακοπή

• Βήμα 3

Στο τέλος του προηγούμενου σταδίου της διαδικασίας, το split-data έχει ολοκλη-

ρώσει την εκτέλεσή του, παράγοντας τα προεπεξεργασμένα σύνολα δεδομένων

εκπαίδευσης και δοκιμής. Υπό κανονικές συνθήκες, αυτά θα τροφοδοτούνταν

ως είσοδοι στο ακριβώς επόμενο βήμα, που είναι υπεύθυνο για την εκπαίδευση

του μοντέλου.

Στην περίπτωσή μας, ωστόσο, αυτές οι έξοδοι, μαζί με μια σειρά μεταδεδομένων

και άλλων εξαρτήσεων που θα διερευνήσουμε σε βάθος στις επόμενες ενότητες

(3.3.2 και 3.3.3), πρέπει να μεταφερθούν στην τοποθεσία Β, ώστε ο μηχανισμός

caching να λειτουργήσει όπως αναμένουμε. Αυτό ακριβώς συμβαίνει στη συ-

νέχεια, χάρη στο μηχανισμό συγχρονισμού που θα περιγράψουμε στη σχετική

ενότητα (3.4).
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Σχήμα 3.7: Βήμα 3: Συγχρονισμός [Μετα]Δεδομένων από το A στο B

• Βήμα 4

Αφούολοκληρωθεί ο συγχρονισμός, μπορούμε να ξεκινήσουμε μια εκτέλεση στην

τοποθεσία B. Δεδομένου ότι τα απαιτούμενα μεταδεδομένα είναι τώρα διαθέσιμα

τοπικά, ο μηχανισμός του KFP caching θα ανιχνεύσει ότι τα δύο πρώτα βήματα

έχουν ήδη εκτελεστεί και μπορούν, ως εκ τούτου να παραληφθούν. Οι έξοδοι

των βημάτων θα ανακτηθούν απευθείας από την cache.

Το παραπάνω είναι ζωτικής σημασίας για την εγκυρότητα του σχεδιασμού μας,

καθώς η ανάκτηση των αποτελεσμάτων της cache απαιτεί ένα κλάσμα μόνο του

χρόνου που θα χρειαζόταν κανονικά για την αρχικοποίηση ενός νέου Pod και την

εκτέλεση ενός βήματος του pipeline. Η χρονική αυτή επιβάρυνση είναι αδύνατο

να αγνοηθεί, ειδικά σε συνθήκες παραγωγής. Άλλωστε, ένα βήμα όπως το train-

model, είναι απολύτως θεμιτό σε πραγματικές συνθήκες να επεξεργάζεται έναν

τεράστιο όγκο δεδομένων και να εκτελεί εξαιρετικά απαιτητικούς υπολογισμούς,

από άποψη χρόνου και πόρων.

Με τις απαραίτητες εξόδους των 2 πρώτων βήματων, όπως αυτές ανακτήθηκαν

από την cache, το KFP μπορεί να προχωρήσει στην εκτέλεση των επόμενων βη-

μάτων για την εκπαίδευση και την αξιολόγηση του μοντέλου, και πάλι χρησιμο-

ποιώντας την τεχνική της πρόωρης διακοπής για να σταματήσει την εκτέλεση

πριν από την έναρξη του τελευταίου βήματος. Τα βήματα που ανακτώνται από

την cache αναπαρίστανται με κίτρινο χρώμα εδώ, ούτως ώστε να ξεχωρίζουν από

εκείνα που πραγματικά εκτελέστηκαν.
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Σχήμα 3.8: Βήμα 4: Εκκίνηση Εκτέλεσης στο Β + Εντοπισμός Cached Steps + Πρόωρη
Διακοπή

• Βήμα 5

Το επόμενο βήμα είναι πλέον αρκετά προφανές· εφόσον η εκπαίδευση του μο-

ντέλου και η αξιολόγηση αυτού έχουν ολοκληρωθεί, παράγοντας το μοντέλο ως

έξοδο, οφείλουμε να προβούμε στον συγχρονισμό των απαραίτητων δεδομένων

στην τοποθεσία C όπως κάναμε προηγουμένως, προκειμένου η διαδικασία να

συνεχίσει και να ολοκληρωθεί με το «σερβίρισμα» του μοντέλου.

Σχήμα 3.9: Βήμα 5: Συγχρονισμός [Μετα]Δεδομένων από το B στο C

• Βήμα 6

Αφού ολοκληρωθεί ο συγχρονισμός των δεδομένων, μπορούμε να ξεκινήσουμε

την εκτέλεση του pipeline στην τοποθεσία C. Αυτή τη φορά, τα τέσσερα πρώτα

βήματα θα βρεθούν στην cache. Έτσι, το KFP θα παραλείψει την εκτέλεσή τους,
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ανακτώντας τις εξόδους τους από την cache, προτού προχωρήσει στην εκτέλεση

του τελευταίου βήματος, το οποίο ολοκληρώνει την εκτέλεση του pipeline.

Σχήμα 3.10: Βήμα 6: Εκκίνηση και Ολοκλήρωση Εκτέλεσης στο C

3.3 Διερεύνηση Εξαρτήσεων

Σε αυτή την ενότητα θα διεισδύσουμε στους εσωτερικούς μηχανισμούς τουKFP και του

Argo, του υποκείμενου συστήματος εκτέλεσης ροών εργασίας, προκειμένου να διερευ-

νήσουμε τη φύση των εξαρτήσεων μεταξύ των βημάτων ενός pipeline και να διαμορ-

φώσουμε μια στέρεα κατανόηση του KFP caching. Για το σκοπό αυτό, θα κάνουμε ένα

βήμα πίσω, ορίζοντας ένα πολύ απλό pipeline 2 βημάτων με το Kale, προκειμένου να

παρατηρήσουμε πώς αυτό μεταφράζεται σε μια ροή εργασίας Argo από τον μεταγλωτ-

τιστή του KFP και να το χρησιμοποιήσουμε ως παράδειγμα για να εξερευνήσουμε τις

βασικές έννοιες γύρω από τη μετάδοση δεδομένων (data passing) στα βήματα τουArgo

και τους μηχανισμούς χρόνου εκτέλεσης.

3.3.1 Τρέχοντας Kubeflow Pipelines με το Kale και το Rok

Το Kubeflow και το KFP ειδικότερα παρέχουν πραγματικά ισχυρά εργαλεία που βοη-

θούν τους επιστήμονες δεδομένων στην εκτέλεση κώδικα Python ως pipelines, σειρές

βημάτων που τρέχουν στο Kubernetes, αξιοποιώντας τον container-native μηχανισμό

των Argo Workflows. Ωστόσο, η ανάπτυξη ενός pipeline με τη χρήση του KFP SDK

είναι κουραστική, απαιτώντας πολύ επιπρόσθετο τετριμμένο κώδικα, και επιπλέον ε-
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ξακολουθεί να χρειάζεται ένα ορισμένο επίπεδο τεχνογνωσίας, είτε αυτό αφορά δια-

δικασίες που εντάσσονται στη σφαίρα του DevOps (π.χ. η ανάγκη δημιουργίας εικό-

νων για το πακετάρισμα του κώδικα και των εξαρτήσεών του) είτε απλώς την ειδική

γλώσσα (DSL) του KFP. Αυτά είναι τα προβλήματα που φιλοδοξεί να λύσει το Kale σε

συνδυασμό με το Rok. Χρησιμοποιώντας το Kale SDK, οι επιστήμονες δεδομένων ου-

σιαστικά δεν χρειάζεται να κάνουν καμία αλλαγή στον Python κώδικά τους, εκτός από

την προσθήκη επισημειώσεων (annotations) για τον προσδιορισμό των συναρτήσεων

που θα μεταφραστούν σε βήματα KFP. Παρακάτω παρουσιάζουμε ένα απλό πρόγραμ-

μα Python που γράφτηκε με το Kale SDK και περιλαμβάνει 2 βήματα (με τις ανάλογες

επισημειώσεις) που συνδυάζονται στην κύρια συνάρτηση του pipeline, η οποία σημειώ-

νεται αναλόγως.

from kale.sdk import pipeline, step

@step(name=”addition”)

def add(a: int, b: int) ‐> int:

return a + b

@step(name=”multiplication”)

def mult(a: int, b: int) ‐> int:

return a * b

@pipeline(name=”example‐pipeline”, experiment=”split‐pipelines”)

def ml_pipeline(a: int = 6, b: int = 8):

sum = add(a, b)

res = mult(3, sum)

if __name__ == ”__main__”:

ml_pipeline()

Το πρώτο βήμα, το οποίο εκφράζεται από τη συνάρτηση addition, λαμβάνει 2 ακέ-

ραιους αριθμούς και επιστρέφει το άθροισμά τους, ενώ το δεύτερο, που υλοποιείται

από τη συνάρτηση mult, λαμβάνει 2 ακέραιους και επιστρέφει το γινόμενό τους. Το

pipeline που προκύπτει, όπως ορίζεται στη συνάρτηση ml-pipeline, λαμβάνει 2 ακέ-

ραιους αριθμούς, υπολογίζει το άθροισμά τους, το οποίο ακολούθως τριπλασιάζει. Για

παράδειγμα, αν δώσουμε τα 6 και 8 ως εισόδους του pipeline (αυτές είναι οι προεπιλεγ-

μένες τιμές), το τελικό αποτέλεσμα θα είναι 42.
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Pipeline και Βήματα

Στο παραπάνω παράδειγμα ορίσαμε ένα απλό pipeline χρησιμοποιώντας το Kale SDK.

Πιο συγκεκριμένα, αφού γράψαμε τον κώδικα, επισημειώσαμε κατάλληλα τις συναρ-

τήσεις που θέλουμε να εκτελούνται ως βήματα του pipeline με τον decorator @step.

Όταν το πρόγραμμα εκτελείται, το Kale αρχικοποιεί ένα αντικείμενο Step που περιέ-

χει όλες τις πληροφορίες που απαιτούνται για τη μετατροπή του βήματος σε ένα KFP

component που θα ενσωματωθεί στο προκύπτον Kubeflow Pipeline. Ειδικότερα, συ-

μπεριλαμβάνει το όνομα και την υλοποίηση του βήματος, τις εισόδους και τις εξόδους

του, τη λογική marshalling του Kale που περιβάλλει τον κώδικα του χρήστη για την

αποσειριοποίηση των εισόδων και τη σειριοποίηση των εξόδων, καθώς και την εικόνα

Docker, μαζί με το σημείο εισόδου και τα ορίσματα του CLI, με τα οποία θα τρέξει το

Argo Workflow container που θα δημιουργηθεί για την εκτέλεση του βήματος.

Εκτός από τις συναρτήσεις των βημάτων, έχουμε συντάξει μια κύρια συνάρτηση, την

οποία επισημειώσαμε με τον decorator @pipeline, η οποία έχει σκοπό να συνδυάσει τα

προαναφερθέντα βήματα, ορίζοντας τον γράφο εξαρτήσεων του pipeline.

Μεταγλώττιση του Pipeline

Έχοντας αναπτύξει τον κώδικα του pipeline, μπορούμε να το ανεβάσουμε προς εκτέ-

λεση στο Kubeflow, καλώντας το Kale μέσω της γραμμής εντολών και παρέχοντας το

σχετικό Python αρχείο ως όρισμα:

$ python3 ‐m kale pipeline_script.py ‐‐kfp

Στη συνέχεια, το Kale είναι υπεύθυνο για τη δημιουργία του DAG του pipeline. Πιο

συγκεκριμένα, θα δημιουργήσει τις αναπαραστάσεις των βημάτων που περιγράψαμε

παραπάνω και, αφού επικυρώσει τον κώδικα της κύριας συνάρτησης, θα προβεί στη

διαμόρφωση των παραμέτρων εκτέλεσης των βημάτων που περιλαμβάνουν τα ονόμα-

τα των volumes που θα προσαρτηθούν σε κάθε βήμα, την εικόνα Docker που αυτά θα

εκτελέσουν, αλλά και τον κατάλογο όπου θα αποθηκευτούν τα δεδομένα εξόδου. Τέ-

λος, το Kale θα καταχωρίσει τα βήματα ως τμήματα του Pipeline.

Σε αυτό το σημείο, το Kale έχει όλες τις πληροφορίες που χρειάζεται για να μεταγλωτ-

τίσει τη ροή εργασίας μηχανικής μάθησης σε ένα Kubeflow pipeline. Κάθε βήμα μετα-
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τρέπεται, αρχικά, σε ένα KFP component, το οποίο ορίζει το όνομα του βήματος, την

υλοποίηση, τις εισόδους και τις εξόδους. Τα component συνδυάζονται μεταξύ τους για

να σχηματίσουν ένα Kubeflow pipeline, το οποίο το Kale, με τη βοήθεια του μεταγλωτ-

τιστή του KFP, μετατρέπει σε ένα Argo Workflow CR, το οποίο μπορεί να υποβληθεί ως

έχει στο Kubernetes για να εκτελέσει τη ροή εργασίας (μια εισαγωγή στα Argo Work-

flows δίνεται στην αντίστοιχη ενότητα Υποβάθρου, 2.3). Θα έχουμε την ευκαιρία να

επιθεωρήσουμε διεξοδικά το προκύπτον Argo Workflow CR στην ενότητα Μετάδοση

Δεδομένων (3.3.2).

Marshalling

Προτού προχωρήσουμε αξίζει να παραθέσουμε μερικές λεπτομέρειες σχετικά με ένα

ενδιαφέρον χαρακτηριστικό του Kale που έχει ήδη αναφερθεί προηγουμένως, και θα

αποδειχτεί ιδιαίτερα χρήσιμο στη συνέχεια. Αυτό είναι βέβαια ο μηχανισμός σειριο-

ποίησης (και αποσειριοποίησης) δεδομένων, στον οποίο θα αναφερόμαστε εφεξής ως

marshalling. Ο σχετικός ορισμός που βρίσκουμε στο Wikipedia είναι απόλυτα ακριβής:

Στην επιστήμη των υπολογιστών, τοmarshalling είναι η διαδικασία μετα-

τροπής της αναπαράστασης ενός αντικειμένου στη μνήμη σε μια μορφή

δεδομένων κατάλληλη για αποθήκευση ή μετάδοση. Χρησιμοποιείται συ-

νήθως όταν τα δεδομένα πρέπει να μετακινηθούν μεταξύ διαφορετικών

τμημάτων ενός προγράμματος υπολογιστή ή από ένα πρόγραμμα σε ένα

άλλο [33].

Το marshalling στο Kale είναι, ουσιαστικά, ένας μηχανισμός για την απρόσκοπτη με-

τάδοση δεδομένων μεταξύ των βημάτων του pipeline, ο οποίος χρησιμοποιεί έναν κοι-

νόχρηστο φάκελο όπου το Kale μπορεί να σειριοποιεί και να αποσειριοποιεί δεδομένα,

όταν τα βήματα προσπαθούν να διαβάσουν και να γράψουν τις εισόδους ή εξόδους τους

αντίστοιχα. Το Kale υλοποιεί μια σειρά από marshalling backends, όπως ονομάζονται,

για τον χειρισμό της σειριοποίησης/αποσειριοποίησης διαφορετικών τύπων δεδομένων

προς/από αρχεία. Αλλά πώς λειτουργούν όλα αυτά; Θα προσπαθήσουμε να δώσουμε

μια περιγραφή υψηλού επιπέδου εδώ, αποφεύγοντας να μπούμε σε πολλές λεπτομέ-

ρειες σχετικά με τη μετάδοση δεδομένων, η οποία θα αναλυθεί εκτενώς στην αμέσως

επόμενη ενότητα.
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Κατά το χρόνο εκτέλεσης, όταν ένα βήμα του Argo αρχίζει να τρέχει, ένα container ε-

κτελείται μέσα στο αντίστοιχο Pod, με την εντολή εισόδου και τα ορίσματα CLI που

προσδιορίζονται στο σχετικό Workflow. Κατά την εκτέλεση pipeline με το Kale, το ση-

μείο εισόδου (entrypoint) είναι ουσιαστικά μια κλήση στο Kale με κάποια ορίσματα που

αντιστοιχούν στο όνομα του βήματος που πρόκειται να εκτελεστεί, καθώς και στις εισό-

δους και εξόδους του. Το Kale θα προσπαθήσει, αρχικά, να φορτώσει τις τιμές εισόδου

του βήματος. Αυτές μπορεί να είναι απλές τιμές που περνάνε ως ορίσματα (περίπτωση

κατά την οποία δεν απαιτούνται περαιτέρω βήματα) ή σειριοποιημένα (marshalled) δε-

δομένα, τα οποία πρέπει να ανακτηθούν από τον κοινόχρηστο κατάλογο και να αποσει-

ριοποιηθούν πριν τροφοδοτηθούν στη συνάρτηση του χρήστη. Τα μονοπάτια αρχείων

που αντιστοιχούν σε marshalled δεδομένα διακρίνονται από μια ειδική συμβολοσειρά

kale‐marshal: που το Kale προσθέτει στην αρχή του πραγματικού μονοπατιού.

Οι έξοδοι των βημάτων μπορούν να επιστραφούν είτε ως απλές συμβολοσειρές είτε

ως σειριοποιημένα δεδομένα, περίπτωση κατά την οποία το Kale θα αναθέσει στο κα-

τάλληλο backend να σειριοποιήσει το αποτέλεσμα σε ένα αρχείο, το μονοπάτι προς το

οποίο- με το πρόθεμα kale‐marshal:- θα επιστραφεί ως τιμή εξόδου. Τελικά, με τη

βοήθεια του Rok και χάρη στον μηχανισμό που θα αναλύσουμε σύντομα, τα σειριο-

ποιημένα δεδομένα βρίσκουν το δρόμο τους προς το επόμενο βήμα του pipeline, όπου

επαναλαμβάνεται η ίδια διαδικασία.

Σχήμα 3.11: ΟΜηχανισμός Marshalling του Kale
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Volumes

Στις προηγούμενες ενότητες πήραμε μια γεύση από τον τρόπο με τον οποίο το Kale

απλοποιεί την ανάπτυξη και εκτέλεση ροών εργασίας μηχανικής μάθησης, αποκρύπτο-

ντας σε μεγάλο βαθμό τις λεπτομέρειες λειτουργίας των KFP και Argo, επιτρέποντας

στον επιστήμονα δεδομένων να επικεντρωθεί στην ανάπτυξη του κώδικά του. Προς

αυτή την κατεύθυνση, το Kale τον απαλλάσσει από την ανάγκη για χειροκίνητη κα-

τασκευή εικόνων Docker για το πακετάρισμα του κώδικα, καθώς και των εξαρτήσεών

του, αξιοποιώντας τις παροχές της πλατφόρμας διαχείρισης δεδομένων, Rok (2.6).

Όταν το Kale καλείται μέσω της γραμμής εντολών (οι ίδιες αρχές ισχύουν και για την

επέκταση του JupyterLab) για να εκτελέσει ένα pipeline, ζητά από το Rok να λάβει έ-

να στιγμιότυπο των volumes που συνδέονται με το περιβάλλον στο οποίο εκτελείται

(π.χ. ένα Jupyter notebook). Εφεξής, θα αναφερόμαστε στα στιγμιότυπα αυτά με τον

όρο PVC snapshots ή απλώς snapshots. Το Kale ζητά στη συνέχεια μέσω του Kuber-

netes τη διάθεση ενός κλώνου καθενός από αυτά τα volumes, οι οποίοι προορίζονται

να προσαρτηθούν σε κάθε Pod που θα δημιουργήσει το Argo για να εκτελέσει ένα βή-

μα του pipeline. Πιο συγκεκριμένα, το Kale προσθέτει τα ονόματα των volumes στη

λίστα volumeMounts του κάθε Argo task που δημιουργείται κατά τη διαδικασία της με-

ταγλώττισης ως μέρος του Workflow, πληροφορία που θα φτάσει, τελικά, στον ορισμό

του Pod που θα δημιουργηθεί για την εκτέλεση του συγκεκριμένου βήματος/task, μετά

την υποβολή του Workflow CR στο Kubernetes.

Ο παραπάνω μηχανισμός διασφαλίζει ότι, το ακριβές περιβάλλον που είναι διαθέσιμο

τη στιγμή της μεταγλώττισης (δηλ. όταν το Kale εκτελείται για πρώτη φορά), συμπε-

ριλαμβανομένου του κώδικα του χρήστη (δηλαδή του προγράμματος που υλοποιεί το

pipeline) και οποιωνδήποτε εγκατεστημένων βιβλιοθηκών (συμπεριλαμβανομένου φυ-

σικά τουKale), θα βρεθεί αναλλοίωτο στο κάθε Podπου δημιουργείται για την εκτέλεση

ενός βήματος του pipeline. Επιπλέον, με τρόπο διαφανή για τον χρήστη, το Kale λαμ-

βάνει PVC snapshots στην αρχή και στο τέλος κάθε βήματος (συνήθως αναφερόμαστε

σε αυτά ως step auto-snapshots). Αυτό το χαρακτηριστικό, πέρα από τις δυνατότητες

αποσφαλμάτωσης κώδικα που προσφέρει, αποτελεί σε συνδυασμό με τον μηχανισμό

marshalling του Kale, βασικό μέρος του συστήματος μετάδοσης δεδομένων κατά την

εκτέλεση του βήματος, όπως θα δείξουμε στην ενότητα που ακολουθεί.
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3.3.2 Μετάδοση Δεδομένων

Το επίπεδο αφαίρεσης που παρέχει το KFP και, ακόμη περισσότερο, το Kale στην ανά-

πτυξη pipeline μηχανικής μάθησης μπορεί να παραπλανήσει τους χρήστες, οδηγώντας

τους να πιστέψουν ότι η εκτέλεση αυτών των ροών εργασίας είναι το ίδιο απλή με την

τοπική εκτέλεση ενός προγράμματος Python. Ωστόσο, αυτό απέχει κατά πολύ από

την αλήθεια, αφού, όπως έχουμε ήδη αναφέρει, κάθε βήμα του pipeline αντιστοιχίζε-

ται σε ένα Kubernetes Pod κατά την εκτέλεση, καθιστώντας ουσιαστικά τις εκτελέσεις

pipeline κατανεμημένους υπολογισμούς, με τις προκλήσεις που αυτό συνεπάγεται. Η

χρονοδρομολόγηση των βημάτων, η παρακολούθηση της εκτέλεσής τους, η συλλογή

των αποτελεσμάτων και η υποβολή αναφορών στον χρήστη (π.χ. μέσω της διεπαφής

που παρέχει μια upstream εφαρμογή, το KFP για παράδειγμα), είναι όλα ζωτικά μέρη

της διαδικασίας, που εκτελούνται κυρίως σε επίπεδο Kubernetes από τον Argo Work-

flow Controller.

Παρ’ όλα αυτά, στην παρούσα ενότητα θα επικεντρωθούμε σε μια διαφορετική πρόκλη-

ση, η οποία τυγχάνει να αποτελεί ταυτόχρονα κρίσιμο μέρος της εκτέλεσης των Kube-

flow pipelines, καθώς και το κλειδί για την ανάδειξη και κατανόηση των εξαρτήσεων

μεταξύ των βημάτων, που δύναται να μας φέρει ένα βήμα πιο κοντά στην υλοποίηση

των Split Pipelines. Θα αναλύσουμε, συνεπώς, τον μηχανισμό μετάδοσης δεδομένων

που επιτρέπει τη διαβίβαση τιμών και αρχείων μεταξύ βημάτων (δηλαδή διαφορετικών

Pod), ξεκινώντας από τον τρόπο με τον οποίο ορίζεται και υλοποιείται στο επίπεδο των

Argo Workflows και προχωρώντας στη διερεύνηση του τρόπου με τον οποίο ο μηχανι-

σμός αναδύεται μέσω των KFP και Kale.

ArgoWorkflows

Προκειμένου να κατανοήσουμε πλήρως τον τρόπο με τον οποίο λειτουργεί η μετάδοση

δεδομένων στις ροές εργασίας Argo, βασική προϋπόθεση αποτελεί μια στέρεα κατανό-

ηση του μηχανισμού των Argo Workflows στο σύνολό του, ξεκινώντας από το ίδιο το

Workflow CR. Καθ’ όλη τη διάρκεια του αυτής της ενότητας θα χρησιμοποιούμε ως

παράδειγμα το pipeline 2 βημάτων που παρουσιάσαμε στην ενότητα 3.3.1. Όταν καλέ-

σαμε το Kale, παρέχοντας τον Python κώδικα ως είσοδο για την εκτέλεση του pipeline

στο KFP, το Kale προχώρησε, αρχικά, στη μεταγλώττισή του σε μια ροή εργασίας Argo,
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όπως περιγράφηκε προηγουμένως. Το προκύπτον Workflow CR παρατίθεται παρακά-

τω. Για λόγους οπτικοποίησης, τμήματα του Workflow έχουν παραλειφθεί. Ειδικότερα,

παραλείψαμε τα μεταδεδομένα του CR (πεδίο metadata), τα οποία περιλαμβάνουν επι-

σημειώσεις (annotations) και ετικέτες (labels) που προστίθενται από τον μεταγλωτ-

τιστή του KFP, τα οποία δε θα μας απασχολήσουν ιδιαίτερα, καθώς και τα templates

που αντιστοιχούν στα βήματα του pipeline. Τα τελευταία είναι εξαιρετικά σημαντικά

και, ως εκ τούτου, χρήζουν ξεχωριστής διερεύνησης (βλ. παρακάτω). Σε πρώτο στάδιο,

θα επικεντρωθούμε στο σημείο εισόδου της ροής εργασιών, το οποίο είναι το template

που αντιστοιχεί στο DAG του pipeline (δηλαδή example‐pipeline), το οποίο συνδέει

όλα τα υπόλοιπα.

apiVersion: argoproj.io/v1alpha1

kind: Workflow

metadata: [...]

spec:

entrypoint: example‐pipeline

templates:

[...]

‐ name: example‐pipeline

inputs:

parameters:

‐ {name: a}

‐ {name: b}

‐ {name: rok_split_a_workspace_z8xrq_url}

dag:

tasks:

‐ name: create‐volume‐1

template: create‐volume‐1

arguments:

parameters:

‐ {name: rok_split_a_workspace_z8xrq_url,

value: ’{{inputs.parameters.rok_split_a_workspace_z8xrq_url}}’}

‐ name: addition

template: addition

dependencies: [create‐volume‐1]

arguments:

parameters:

‐ {name: a, value: ’{{inputs.parameters.a}}’}
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‐ {name: b, value: ’{{inputs.parameters.b}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

‐ name: multiplication

template: multiplication

dependencies: [addition, create‐volume‐1]

arguments:

parameters:

‐ {name: addition‐out,

value: ’{{tasks.addition.outputs.parameters.addition‐out}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

arguments:

parameters:

‐ {name: a, value: ’6’}

‐ {name: b, value: ’8’}

‐ {name: rok_split_a_workspace_z8xrq_url,

value: ’http://rok.rok.svc.cluster.local/swift/v1/kubeflow‐user/notebooks/

split‐a‐0_split‐a‐workspace‐z8xrq?version=52a2c3e9‐4ace‐403c‐8679‐54651692ea2a’}

serviceAccountName: pipeline‐runner

Εστιάζοντας στο template example‐pipeline από το παραπάνω Workflow, έχουμε μια

αρκετά ξεκάθαρη εικόνα για ολόκληρο το pipeline. Αυτό ορίζει το όνομα και τις εισό-

δους του, καθώς και τον πλήρη γράφο των εξαρτήσεωνμεταξύ τωνβημάτων (dag.tasks).

Εδώ είναι που τα πράγματα αρχίζουν να αποκτούν ενδιαφέρον. Όταν γράψαμε τον κώ-

δικα Python, ορίσαμε ρητά δύο βήματα για το pipeline, τα addition καιmultiplication.

Εντούτοις, η λίστα των task που εμφανίζεται στο τελικό Workflow περιέχει τρια, με τα

βήματά μας να εξαρτώνται από ένα βήμα με το όνομα create-volume-1.

Όσο περίεργο και αν φαίνεται αρχικά, αυτό δεν θα πρέπει να μας σοκάρει ιδιαίτερα·

όπως περιγράψαμε στην ενότητα 3.3.1, το Kale δημιουργεί έναν κλώνο του volume

που υποστηρίζει το περιβάλλον εργασίας του χρήστη, τον οποίο στη συνέχεια προσαρ-

τά σε κάθε βήμα, ούτως ώστε τα βήματα- που εξ ορισμού εκτελούνται σε διαφορετικά

Pods- να μπορούν ουσιαστικά να μοιράζονται ένα περιβάλλον (κώδικας, εξαρτήσεις

βιβλιοθηκών, σειριοποιημένα δεδομένα). Εύκολα συνάγεται από τα παραπάνω ότι το

βήμα create-volume-1 που παρατηρήσαμε, εισάγεται στη ροή εργασίας εμβόλιμα από

το Kale, προκειμένου να χειριστεί τη δημιουργία ενός κλωνοποιημένου volume από το

στιγμιότυπο του περιβάλλοντος εργασίας του χρήστη.
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Εξαρτήσεις Βημάτων

Το DAG του pipeline που περιλαμβάνεται στο αντίστοιχο template του Workflow απο-

καλύπτει όλες τις εξαρτήσεις των βημάτων. Παρατηρώντας το παράδειγμα πιο προσε-

κτικά, αντιλαμβανόμαστε ότι υπάρχουν δύο τύποι εξαρτήσεων: τα βήματα ενδέχεται να

εξαρτώνται είτε από τις παραμέτρους εισόδου του pipeline είτε από τις εξόδους προη-

γούμενων βημάτων, όπως απεικονίζεται στο αριστερό και δεξί διάγραμμα του σχήματος

3.12, αντίστοιχα.

Στην περίπτωσή μας, για παράδειγμα, το create-volume-1 εξαρτάται από την είσοδο

του pipeline που αντιστοιχεί στη διεύθυνση URL του PVC snapshot, rok_split_a_-

workspace_z8xrq_url, ενώ το addition εξαρτάται από τις εισόδους του pipeline a και

b, τους ακέραιους αριθμούς, δηλαδή, που προορίζεται να προσθέσει. Από την άλλη

πλευρά, τόσο το addition όσο και το multiplication εξαρτώνται από την έξοδο του

create-volume-1, η οποία θα είναι το volume που θα διατεθεί για να προσαρτηθεί στα

βήματα, ενώ τοmultiplication εξαρτάται επιπλέον από την έξοδο του addition, η οποία

στο παράδειγμά μας θα πολλαπλασιαστεί με το 3. Μέχρι αυτό το σημείο, έχουμε πάρει

μια αρκετά γενική ιδέα σχετικά με τη μορφή των εξαρτήσεων που μπορεί να εμφανι-

στούν σε ένα Workflow. Προκειμένου, ωστόσο, να μάθουμε πραγματικά πώς κάθε μία

από τις τιμές αυτές χρησιμοποιείται από κάποιο βήμα, οφείλουμε να εστιάσουμε στο

αντίστοιχο template βήματος.

Σχήμα 3.12: Εξαρτήσεις Βημάτων
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Το Template του Βήματος

Προκειμένου να κατανοήσουμε τι υπονοούν οι εξαρτήσεις που περιγράφηκαν παραπά-

νω, σχετικά με την εκτέλεση κάθε βήματος, θα πρέπει να εμβαθύνουμε στο template

του βήματος. Εδώ, θα επικεντρωθούμε στο βήμαmultiplication (τα συμπεράσματα θα

είναι ανάλογα για οποιοδήποτε βήμα). Για άλλη μια φορά, θα παραλείψουμε το τμήμα

που αντιστοιχεί στα μεταδεδομένα του template, το οποίο περιέχει ειδικές επισημειώ-

σεις και ετικέτες του KFP, που δε μας αφορούν στο πλαίσιο της παρούσας ανάλυσης.

Κατά τη μελέτη αυτού του template, αξίζει να θυμόμαστε με ποιον τρόπο δημιουργήθη-

κε. Όπως αναλύεται στην ενότητα Μεταγλώττιση του Pipeline (3.3.1), το Kale πρώτα

κατασκευάζει KFP components που φέρουν όλες τις απαραίτητες πληροφορίες σχετι-

κά με τις εισόδους, τις εξόδους, καθώς και την υλοποίησή τους, συμπεριλαμβανομένης

μιας εικόνας, μια εντολής εκκίνησης για το container και τα απαιτούμενα ορίσματα

CLI. Από τη μεταγλώττιση αυτών των KFP component, παράγεται μια λίστα από Argo

Workflow tasks, καθένα με το δικό του template, το οποίο περιέχει όλες τις πληροφορίες

που απαιτούνται, ώστε το αντίστοιχο βήμα να εκτελεστεί από τον ArgoWorkflowCon-

troller στο Kubernetes. Ένα από αυτά τα template είναι και τοmultiplication, που είναι

υπεύθυνο για την εκτέλεση της συνάρτησης mult, από το παράδειγμα του pipeline_-

script.py.

Με δεδομένα τα παραπάνω, μπορούμε να ξεκινήσουμε εστιάζοντας στο πεδίο inputs

του βήματος multiplication, που αντιστοιχεί στις εισόδους. Σύμφωνα με το template,

αυτές είναι στην πραγματικότητα δύο: addition-out και create-volume-1-name. Παρά

το γεγονός ότι τα ονόματα των συγκεκριμένων εισόδων είναι αρκετά περιγραφικά, δεν

ξέρουμε πραγματικά σε τι χρησιμεύουν, ακόμα. Αυτό θα το ανακαλύψουμε σταδιακά,

καθώς επικεντρωνόμαστε σε διαφορετικά κομμάτια του template. Προς το παρόν, αρκεί

να συγκρατήσουμε ότι το βήμα multiplication περιμένει δύο εισόδους.

Έχοντας αναφερθεί στις εισόδους, μπορούμε εν συνεχεία να επικεντρωθούμε στο τμήμα

container, το οποίο περιέχει την υλοποίηση του βήματος και, συγκεκριμένα, το βασι-

κό image, την εντολή έναρξης με τα αντίστοιχα ορίσματα του CLI, τα ονόματα των

volumes που χρειάζεται να προσαρτηθούν όταν έρθει η ώρα στο Pod, και πληροφορίες

σχετικές με το περιβάλλον εκτέλεσης. Στην περίπτωσή μας, το image συνάγεται αυτό-

ματα από το Kale κατά τη στιγμή της μεταγλώττισης και αντιστοιχεί σε μια εικόνα που

παρέχεται από την Arrikto για Jupyter notebooks.
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‐ name: multiplication

container:

args: [‐‐in, a, ’3’, ‐‐in, b, ’{{inputs.parameters.addition‐out}}’, ‐‐out, out,

/tmp/outputs/out/data]

command: [python3, ‐u, ‐m, kale, pipeline‐script.py, ‐‐step, multiplication]

env:

‐ {name: PYTHONUNBUFFERED, value: ’1’}

image: gcr.io/arrikto/jupyter‐kale‐py36@sha256:dd3f92[...]

securityContext: {runAsUser: 0}

volumeMounts:

‐ {mountPath: /home/jovyan, name: create‐volume‐1}

workingDir: /home/jovyan

inputs:

parameters:

‐ {name: addition‐out}

‐ {name: create‐volume‐1‐name}

outputs:

parameters:

‐ name: multiplication‐out

valueFrom: {path: /tmp/outputs/out/data}

artifacts:

‐ {name: mlpipeline‐ui‐metadata, path: /tmp/mlpipeline‐ui‐metadata.json}

‐ {name: multiplication‐out, path: /tmp/outputs/out/data}

metadata:

[...]

volumes:

‐ name: create‐volume‐1

persistentVolumeClaim: {claimName: ’{{inputs.parameters.create‐volume‐1‐name}}’}

Εξίσου σημαντικές για το container που θα δημιουργηθεί για την εκτέλεση του βήμα-

τος, είναι οι πληροφορίες σχετικά με τυχόν volumes που πρέπει να προσαρτηθούν στο

αντίστοιχο Pod, τα ονόματα των οποίων δηλώνονται στο πεδίο volumeMounts. Ειδικό-

τερα, το volumeMounts ορίζει το μονοπάτι εντός του container όπου θα προσαρτηθεί

κάθε volume. Αλλά σε τι αντιστοιχούν τα ονόματα volume που δίνονται; Με δεδομένη

κάποια εξοικείωση με αρχεία YAML στο Kubernetes εύκολα συμπεραίνουμε ότι αυτά

αναφέρονται στα ονόματα volume που προσδιορίζονται στη λίστα volumes του tem-

plate. Στο παράδειγμά μας, υπάρχει μόνο ένα volume, το create-volume-1, το οποίο

προορίζεται να προσαρτηθεί στον κατάλογο /home/jovyan/ μέσα στο container. Το
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πραγματικό volume που θα προσαρτηθεί στο Pod, ωστόσο, θα ανακτηθεί από το όνομα

του PVC που επιστρέφεται από το βήμα create-volume-1, δικαιολογώντας ουσιαστικά

την εξάρτηση του multiplication από εκείνο.

Έχοντας παραμετροποιήσει το περιβάλλον του container, το μόνο κομμάτι που λείπει

είναι η εντολή εισόδου (command) και τα σχετικά ορίσματα του CLI (args), τα οποία

καθορίζουν το τι ακριβώς θα τρέξει κατά την εκτέλεση. Η πρώτη σημαντική παρατή-

ρηση είναι ότι η εντολή εισόδου καλεί το Kale δίνοντας ως παράμετρο τον κώδικα του

χρήστη, με τον ίδιο τρόπο που είδαμε προηγουμένως (3.3.1), καθώς και το όνομα του

βήματος που θα εκτελεστεί. Από τα παραπάνω συνάγουμε, βέβαια, ότι το βήμα θα ε-

κτελέσει κώδικα του Kale. Το Kale θα αναλύσει και πάλι τον κώδικα του χρήστη, για

να εντοπίσει τη συνάρτηση που αντιστοιχεί στο επιθυμητό βήμα, την οποία και θα ε-

κτελέσει, παρέχοντας τις κατάλληλες εισόδους. Αυτές αντλούνται από τη λίστα των

ορισμάτων (args) που προσαρτάται στη βασική εντολή.

Στην περίπτωσή μας, η συνάρτηση mult αναμένει δύο ορίσματα εισόδου, τους ακεραί-

ους a και b. Από τη λίστα των ορισμάτων –in, το Kale θα καθορίσει τις τιμές με τις

οποίες θα κληθεί η mult. Εδώ, το a έχει τη σταθερή τιμή 3, γνωστή κατά τη μετα-

γλώττιση, αφού το 3 ορίζεται ως σταθερά (hard-coded) στον κώδικά μας (δεν αποτελεί

εξάρτηση βήματος). Από την άλλη πλευρά, το b δεν έχει λάβει ακόμα την τελική του

τιμή. Αντιθέτως, εμφανίζεται με μια ειδική παράμετρο που μοιάζει να δείχνει στο πεδίο

inputs.parameters.addition‐out του template. Αυτή, δηλώνει μια εξάρτηση από

το προηγούμενο βήμα, addition, η οποία θα πρέπει να επιλυθεί κατά το χρόνο εκτέλε-

σης, μόλις γίνει γνωστή η έξοδος του συγκεκριμένου βήματος (δηλαδή το παραγόμενο

άθροισμα).

Το τελευταίο κομμάτι του παζλ είναι οι έξοδοι του βήματος, που καθορίζονται στο πε-

δίο outputs του template. Όπως καθίσταται σαφές, τα Argo Workflows υποστηρίζουν

δύο είδη εξόδων, τις παραμέτρους ή parameters και τα «τεχνουργήματα» ή artifacts.

Προκειμένου να αποφύγουμε αφενός την άβολη ελληνική μετάφραση του δεύτερου,

και να προφυλλάξουμε από πιθανή σύγχυση με άλλους τύπος παραμέτρων (π.χ. πα-

ράμετροι στη γραμμή εντολών), θα χρησιμοποιούμε αποκλειστικά τις αγγλικές ονομα-

σίες για να αναφερθούμε στους δύο τύπους εξόδων- και αντίστοιχα βέβαια εισόδων-

του Argo. Tο βήμα του παραδείγματός μας φαίνεται να παράγει και τους δύο τύ-

πους εξόδων, οι διαφορές μεταξύ των οποίων θα αναδειχθούν στην επόμενη ενότη-
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τα. Προκειμένου να ολοκληρώσουμε την εξερεύνηση του template, ωστόσο, αρκεί να

σημειώσουμε ότι η έξοδος του βήματος, η οποία ταυτίζεται με την τιμή που επιστρέφε-

ται από τη συνάρτηση mult (δηλ. multiplication-out), θα γραφτεί σε ένα αρχείο (δηλ.

/tmp/outputs/out/data).

Parameters vs Artifacts

Όπως αναφέρθηκε παραπάνω, οι ροές εργασίας Argo υποστηρίζουν δύο εναλλακτι-

κές μεθόδους μετάδοσης δεδομένων, parameters [34] και artifacts [35]. Κάθε μία από

αυτές συνοδεύεται από έναν μηχανισμό για τη μεταβίβαση δεδομένων μεταξύ των βη-

μάτων μιας ροής εργασίας. Με άλλα λόγια, παρέχουν διαφορετικές λύσεις στην πρό-

κληση της μεταφοράς της εξόδου ενός βήματος στην είσοδο ενός άλλου. Εκτός από

τις διαφορές στον μηχανισμό, στις οποίες θα εμβαθύνουμε σύντομα, οι δύο μέθοδοι

είναι αρκετά διαφορετικές σημασιολογικά. Τα parameters αντιπροσωπεύουν συνήθως

τετριμμένα είδη δεδομένων που είναι, επιπρόσθετα, μικρά σε μέγεθος. Αυτό μπορεί να

περιλαμβάνει αριθμούς και σύντομες συμβολοσειρές, όπως για παράδειγμα μονοπάτια

αρχείων. Τα artifacts, από την άλλη πλευρά, μπορεί να αντιπροσωπεύουν οτιδήποτε,

από πολύπλοκους τύπους έως αδόμητες μάζες δεδομένων.

Η σημασία της διάκρισης που περιγράφεται παραπάνω ενισχύεται περαιτέρω από τις

διαφορετικές διαδικασίες που υλοποιούνται εσωτερικά από το Argo για την υποστήρι-

ξη του χειρισμού parameters και artifacts. Πιο συγκεκριμένα, τα parameters, που είναι

τετριμμένα, σύντομα και εύκολα σειριοποιήσιμα, αποθηκεύονται κατά τιμή (by value),

απευθείας στα annotations του Pod. Με απλά λόγια, μόλις ένα βήμα που εκτελείται

σε ένα Pod ολοκληρώσει την εκτέλεσή του - με δεδομένο, βέβαια, ότι επιστρέφει ένα

αποτέλεσμα- η έξοδός του ανακτάται από μια άλλη διεργασία που εκτελείται στο ίδιο

Pod και γράφεται στα annotations αυτού. Εκεί τη βρίσκει ο Argo Workflow Controller,

ακολούθως, ο οποίος ενημερώνει το status του Workflow CR αναλόγως. Σε περίπτω-

ση που αυτή η έξοδος απαιτείται από κάποιο επόμενο βήμα, ο Workflow Controller

δύναται να επιλύσει την εξάρτηση, αντιγράφοντας απλά την αντίστοιχη τιμή από το

status του CR.

Φυσικά αυτή η προσέγγιση έχει ένα αρκετά προφανές μειονέκτημα- οι πληροφορί-

ες που τοποθετούνται απευθείας πάνω σε κάποιο αντικείμενο του Kubernetes (π.χ.

status, annotations), αποθηκεύονται στον etcd, που αποτελεί το προκαθορισμένο

μέσο αποθήκευσης του Kubernetes, γεγονός που συνεπάγεται ότι, οι εν λόγω πληρο-
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φορίες, οφείλουν να συμμορφώνονται με τους περιορισμούς που επιβάλλει το ίδιο το

Kubernetes. Τα annotations, για παράδειγμα, έχουν όριο μεγέθους 256kB (οτιδήποτε

υπερβαίνει αυτό το όριο περικόπτεται) και αποθηκεύονται ως συμβολοσειρές. Ως εκ

τούτου, είναι επιτακτική ανάγκη οποιαδήποτε επισημείωση να είναι σχετικά σύντομη

και εύκολα σειριοποιήσιμη.

Από την άλλη πλευρά, τα artifacts αποθηκεύονται και ανακτώνται από μια καθορι-

σμένη εξωτερική αποθήκη αντικειμένων, πακεταρισμένα ως Tarballs και συμπιεσμένα

(gzipped) από προεπιλογή. Στην περίπτωση του Kubeflow, ο προεπιλεγμένος χώρος α-

ποθήκευσης δεν είναι άλλος από τοMinIO (2.4.2). Κατά την έναρξη της εκτέλεσης ενός

βήματος, τα artifacts εισόδου φορτώνονται από την εξωτερική αποθήκη αντικειμένων

και αποσυμπιέζονται, ούτως ώστε να μπορούν να διαβαστούν από τον κώδικα χρήστη

του βήματος. Εάν ένα βήμα παράγει artifacts εξόδου, από την άλλη, οι αντίστοιχες έ-

ξοδοι συσκευάζονται κατάλληλα και αποθηκεύονται στην ίδια αποθήκη αντικειμένων.

Στη συνέχεια, το κλειδί που χρησιμοποιείται για την προσπέλασή τους (π.χ. μονοπάτι

στην αποθήκη αντικειμένων), γράφεται στο annotation εξόδων του Pod (περισσότερα

σχετικά παρακάτω) και αντιμετωπίζεται από τον Workflow Controller απολύτως αντί-

στοιχα με τα parameters εξόδου, δεδομένου ότι αυτά τα κλειδιά είναι απλώς συμβολο-

σειρές που αντιπροσωπεύουν, συνήθως, το μονοπάτι για την προσπέλαση των αρχείων

στον εξωτερικό αποθηκευτικό χώρο.

Προκειμένου να περιγράψουμε τις διαφορές μεταξύ των parameters και των artifacts

προηγουμένως, αναπόφευκτα αναφερθήκαμε σε ορισμένους εσωτερικούς μηχανισμούς

του Argo. Είναι εξαιρετικά σημαντικό, όμως, να επικεντρωθούμε προς το παρόν στη

γενικότερη ιδέα, στοχεύοντας στην απλή εξοικείωση με τις διαφορετικές μεθόδους με-

τάδοσης δεδομένων που διαθέτει το Argo. Στην επόμενη ενότητα θα έχουμε την ευ-

καιρία να διερευνήσουμε εκτενώς τον μηχανισμό χρόνου εκτέλεσης του Argo και να

διαλευκάνουμε τμήματα της αφήγησης που σκόπιμα αφέθηκαν ασαφή.
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ΟΜηχανισμός Χρόνου Εκτέλεσης του Argo

Μέχρι στιγμής, έχουμε καλύψει ομολογουμένως πολύ έδαφος. Διερευνήσαμε, συγκε-

κριμένα, το Workflow CR, εξετάζοντας τη δομή του και εντρυφήσαμε στο template των

βημάτων που αποτελεί και τη ραχοκοκαλιά του μηχανισμού των Argo Workflows, το

οποίο συνδέει τα βήματα του pipeline με τα tasks των Argo Workflows που θα εκτε-

λεστούν ως Pods στο Kubernetes. Επιπλέον, στην ενότητα Parameters vs Artifacts

παραπάνω, είχαμε την ευκαιρία να αναφερθούμε εν συντομία σε ορισμένες θεμελιώδεις

έννοιες που αφορούν τη μετάδοση δεδομένων. Ως εκ τούτου, είμαστε πλέον έτοιμοι να

πραγματοποιήσουμε μια διεξοδική εξερεύνηση του μηχανισμού χρόνου εκτέλεσης του

Argo, συγκεντρώνοντας όλες τις πληροφορίες από τις προηγούμενες ενότητες. Η δια-

δικασία που περιγράφεται εδώ απεικονίζεται γραφικά στο παρακάτω διάγραμμα 3.13.

Προς διευκόλυνση του αναγνώστη, θα ακολουθήσουμε την αρίθμηση των βημάτων ό-

πως απεικονίζεται στο σχήμα.

Το σενάριό μας ξεκινά με ένα Workflow CR που υποβάλλεται στο Kubernetes. Δεν έχει

πραγματική σημασία πώς προέκυψε αυτό τοCR· θα μπορούσε, για παράδειγμα, να πρό-

κειται για μια ροή εργασίας που ο χρήστης ανέπτυξε χειροκίνητα και υπέβαλε για εκτέ-

λεση χρησιμοποιώντας το Argo CLI. Εναλλακτικά, έχοντας κατά νου ότι ένα Workflow

αποτελεί ουσιαστικά ένα αντικείμενο του Kubernetes (βλ. CustomResources 2.2.2), το

YAML που το περιγράφει μπορεί επίσης να υποβληθεί με έναν Kubernetes-native τρό-

πο (π.χ. χρησιμοποιώντας το kubectl, K8s CLI εργαλείο). Φυσικά, όπως έχουμε ήδη

διαπιστώσει, ο ευκολότερος τρόπος για τη δημιουργία μιας ροής εργασίας, χωρίς να

απαιτείται εξοικείωση με container images ή μηχανισμούς μετάδοσης δεδομένων, είναι

μέσω του Kale.

Ακολουθώντας το μοτίβο του χειριστή που περιγράφεται στο 2.2.3, τα Custom Re-

sources που προορίζονται να παρέχουν πρόσθετη λειτουργικότητα (δηλ. δεν χρησι-

μεύουν απλώς ως φανταχτερές δομές δεδομένων), συνήθως συνοδεύονται από έναν

σχετικό ελεγκτή που είναι επιφορτισμένος με την παρακολούθηση για τυχόν αλλαγές

στην κατάσταση των πόρων που του έχουν ανατεθεί. Εν προκειμένω, ο Argo Workflow

Controller ανιχνεύει τη δημιουργία ενός νέου αντικειμένου Workflow και επιχειρεί να

φέρει σε πέρας την εκτέλεσή του. Ειδικότερα, ο Workflow Controller αναλύει την υπο-

βληθείσα ροή εργασίας για να δημιουργήσει ένα εσωτερικό DAG, όπου κάθε κόμβος

αντιστοιχεί ουσιαστικά σε ένα task (βήμα) που πρέπει να εκτελεστεί. Πιο συγκεκριμέ-
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να, εντοπίζει τις εξαρτήσεις μεταξύ των καθορισμένων task και συνεχώς προσπαθεί να

τις επιλύσει δρομολογώντας προς εκτέλεση εργασίες που δεν εξαρτώνται από κάποια

εκκρεμή άλλη.

Το Annotation του Template

Για κάθε task στο DAG του Workflow, ο Controller διατηρεί μια εσωτερική αναπαρά-

σταση του αντίστοιχου template (βλ. Το Template του Βήματος 3.3.2). Όπως απο-

δείξαμε, τα βήματα με εξωτερικές εξαρτήσεις περιλαμβάνουν ειδικές, προσωρινές τιμές

placeholders στα template των task τους, οι οποίες πρέπει να αντικατασταθούν κατά

την εκτέλεση, μόλις οι αναφερόμενες τιμές γίνουν διαθέσιμες. Όταν κάθε βήμα που

περιλαμβάνεται στη λίστα εξαρτήσεων (dependencies) ενός task έχει ολοκληρωθεί ε-

πιτυχώς (ή η λίστα ήταν κενή εξαρχής), ο Controller αποφασίζει ότι μπορεί πλέον να

δρομολογήσει το εν λόγω task προς εκτέλεση.

Πριν το κάνει αυτό, θα ανακτήσει τα αποτελέσματα τυχόν βημάτων από τα οποία ε-

ξαρτάται το συγκεκριμένο task (θα μιλήσουμε για το πού αποθηκεύονται αυτά, αργό-

τερα) και θα αντικαταστήσει τις ειδικές placeholder συμβολοσειρές, αποδίδοντας ένα

template βήματος που περιέχει τώρα πραγματικές τιμές και όλες τις πληροφορίες που α-

παιτούνται για την εκτέλεσή του. Εκτός από τα πεδία που περιλαμβάνονται στο αρχικό

template, το Argo προσθέτει το archiveLocation, που περιέχει πληροφορίες απαραί-

τητες για την πρόσβαση στην καθορισμένη αποθήκη artifact, συμπεριλαμβανομένης

της διεύθυνσής της, των απαιτούμενων κλειδιών πρόσβασης/μυστικών, καθώς και του

κλειδιού (δηλ. το μονοπάτι) για την προσπέλαση των artifact εισόδου. Αυτά τα δεδο-

μένα ανακτώνται, συνήθως, από ένα ConfigMap (δηλαδή ένα αντικείμενο Kubernetes)

που ζει στο ίδιο namespace με τον Controller.

Με βάση το προεπεξεργασμένο και πλήρως συμπληρωμένο template, οWorkflowCon-

troller παράγει την προδιαγραφή του Pod (PodSpec) για το Pod που θα φιλοξενήσει την

εκτέλεση του βήματος. Αυτό περιέχει μία λίστα με τα container που είναι υπεύθυνα

για διαφορετικά τμήματα του μηχανισμού που θα περιγράψουμε σύντομα, καθώς και

τυχόν μεταδεδομένα που βρέθηκαν στο template, συνήθως γραμμένα από upstream

εφαρμογές (π.χ. KFP, Kale), χρήσιμα κατά το χρόνο εκτέλεσης. Το main container,

επιφορτισμένο με την εκτέλεση του κώδικα χρήστη, κατασκευάζεται βάσει των πλη-

ροφοριών που ορίζονται στην προδιαγραφή του container, όπως αυτή εμφανίζεται στο

template και, συγκεκριμένα, της βασικής εικόνας, της εντολής εισόδου, των ορισμάτων
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CLI, των προσαρτημένων volume και άλλων παραμετροποιήσεων, με τις πραγματικές

τιμές που προέρχονται από εξόδους προηγούμενων βημάτων να έχουν συμπληρωθεί

στην προδιαγραφή.

Τέλος, πριν από την υποβολή του Pod στο Kubernetes, το συμπληρωμένο template, το

οποίο περιγράφει μοναδικά την εκτέλεση ενός βήματος, προστίθεται ως annotation στο

Pod. Αυτό πρόκειται να αποτελέσει καίριο μέρος του μηχανισμούKFP Caching που θα

εξεταστεί στις επόμενες ενότητες (3.3.3). Για το λόγο αυτό, παραθέτουμε ένα παράδειγ-

μα του συγκεκριμένου annotation παρακάτω (workflows.argoproj.io/template),

όπως ανακτήθηκε από κάποιο Pod που δημιουργήθηκε για να εκτελέσει το βήμα mul-

tiplication του γνωστού pipeline. Όπως και προηγουμένως, έχουμε παραλείψει τα με-

ταδεδομένα, καθώς κρίνονται δευτερεύοντα για την τρέχουσα ανάλυση.

// The workflows.argoproj.io/template annotation

{

”name”: ”multiplication”,

”inputs”: {

”parameters”: [

{

”name”: ”addition‐out”,

”value”: ”14”

},

{

”name”: ”create‐volume‐1‐name”,

”value”: ”example‐pipeline‐c8hzn‐split‐a‐workspace‐z8xrq”

}

]

},

”outputs”: {

”parameters”: [

{

”name”: ”multiplication‐out”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

],
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”artifacts”: [

{

”name”: ”mlpipeline‐ui‐metadata”,

”path”: ”/tmp/mlpipeline‐ui‐metadata.json”,

”optional”: true

},

{

”name”: ”multiplication‐out”,

”path”: ”/tmp/outputs/out/data”

}

]

},

”metadata”: {

”annotations”: {...}

”labels”: {...}

},

”container”: {

”name”: ””,

”image”: ”gcr.io/arrikto/jupyter‐kale‐py36@sha256:dd3f92[...]”,

”command”: [”python3”, ”‐u”, ”‐m”, ”kale”, ”pipeline‐script.py”,

”‐‐step”, ”multiplication”],

”args”: [”‐‐in”, ”a”, ”3”, ”‐‐in”, ”b”, ”14”,

”‐‐out”, ”out”, ”/tmp/outputs/out/data”],

”workingDir”: ”/home/jovyan”,

”env”: [ { ”name”: ”PYTHONUNBUFFERED”, ”value”: ”1” } ],

”resources”: {},

”volumeMounts”: [ { ”name”: ”create‐volume‐1”, ”mountPath”: ”/home/jovyan” } ],

”securityContext”: { ”runAsUser”: 0 }

},

”volumes”: [

{

”name”: ”create‐volume‐1”,

”persistentVolumeClaim”: {

”claimName”: ”example‐pipeline‐c8hzn‐split‐a‐workspace‐z8xrq”

}

}

],

”archiveLocation”: {

”archiveLogs”: true,

”s3”: {
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”endpoint”: ”minio‐service.kubeflow:9000”,

”bucket”: ”mlpipeline”,

”insecure”: true,

”accessKeySecret”: {

”name”: ”mlpipeline‐minio‐artifact”,

”key”: ”accesskey”

},

”secretKeySecret”: {

”name”: ”mlpipeline‐minio‐artifact”,

”key”: ”secretkey”

},

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/example‐pipeline‐c8hzn‐830538904”

}

}

}

Showtime!

Έχοντας ακολουθήσει την παραπάνω διαδικασία, ο ArgoWorkflowController υποβάλ-

λει τελικά ένα Pod για την εκτέλεση του βήματος (1). Αυτό το Pod περιέχει, γενικά, το

main container, υπεύθυνο για την εκτέλεση του κώδικα του χρήστη, όπως επίσης και έ-

ναwait sidecar (ορολογία του Kubernetes για ένα container που εκτελείται παράλληλα

με το κύριο), βασικό συστατικό του μηχανισμού εκτέλεσης του Argo. Επιπλέον, εάν το

template του βήματος περιλαμβάνει οποιαδήποτε artifacts εισόδου, το Pod θα περιέχει

επίσης ένα init container [36].

Init Containers: container που εκτελούνται πριν από τα container της ε-

φαρμογής. Τρέχουν πάντα μέχρι την ολοκλήρωσή τους και το καθένα από

αυτά πρέπει να ολοκληρωθεί επιτυχώς προτού ξεκινήσει το επόμενο.

Για λόγους πληρότητας της παρουσίασης θα υποθέσουμε ότι υπάρχουν artifacts εισό-

δου, με αποτέλεσμα να εκτελείται πρώτα το init. Αυτό θαανακτήσει το archiveLocation

από το template βήματος και θα κατεβάσει κάθε artifact σε μια προσωρινή τοποθε-

σία τοπικά (2) μέχρι να διαπιστώσει αν είναι tarballed ή όχι. Εάν είναι, τότε το ε-

ξάγει και το αποθηκεύει στο μονοπάτι (path) που έχει οριστεί στο αντίστοιχο πεδίο

inputs.artifacts του template, κάτω από έναν προκαθορισμένο κατάλογο που μοι-

ράζονται τα container του Pod (δηλ. /var/run/argo). Εάν ολοκληρωθεί με επιτυχία,

το init τερματίζει και ο έλεγχος περνάει στα container της εφαρμογής.
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Το main container αρχίζει να εκτελεί τον επιθυμητό κώδικα χρήστη. Συγκεκριμένα, ο

Argo Executor εκτελεί την ορισμένη εντολή entrypoint ως υποδιεργασία (3) και κατα-

γράφει τις εξόδους της. Με αυτόν τον τρόπο, τα αποτελέσματα που γράφονται σε τοπι-

κά αρχεία, όπως το parameter εξόδου του βήματος multiplication από το παράδειγμά

μας, αντιγράφονται στο κοινόχρηστο volume που αναφέρθηκε παραπάνω, κάτω από

τη διαδρομή που ορίζεται στο template για κάθε parameter και artifact. Με απλά λόγια

(/tmp/outputs/out/data/multiplication‐out είναι το path για τοmultiplication-

out, βλ. template παραπάνω):

• Parameters Εξόδου:

Αντιγράφεται από το ${path}στο /var/run/argo/outputs/parameters/${path}

• Artifacts Εξόδου:

Αντιγραφήαπό το ${path}στο /var/run/argo/outputs/artifacts/${path}.tgz

Τοwait sidecar, εν τω μεταξύ, περιμένει τη διεργασίαmain να τελειώσει. Όταν η τελευ-

ταία ολοκληρωθεί επιτυχώς (4), το wait ανακτά τα parameters και artifacts εξόδου από

το κοινόχρηστο volume (5), αποθηκεύει τα parameters σε ένα τοπικό αντίγραφο ενός

αντικειμένου με βάση το template του βήματος (6) και προχωρά στη διαχείριση των

artifact εξόδου (7 και 8). Αξίζει να εξετάσουμε ξεχωριστά πώς εξελίσσονται τα 2 τελευ-

ταία βήματα, με σκοπό να ξεδιαλύνουμε μια και καλή τη συζήτηση περί parameters και

artifacts. Για αρχή, ας θυμηθούμε πώς μοιάζει το πεδίο outputs του template:

”outputs”: {

”parameters”: [

{

”name”: ”multiplication‐out”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

],

”artifacts”: [

{

”name”: ”mlpipeline‐ui‐metadata”,

”path”: ”/tmp/mlpipeline‐ui‐metadata.json”,

”optional”: true
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},

{

”name”: ”multiplication‐out”,

”path”: ”/tmp/outputs/out/data”

}

]

}

Έχουμε ήδη διαπιστώσει ότι κάθε βήμα του Argo γράφει τις εξόδους του σε ένα τοπικό

αρχείο, συντελλώντας στη μετάδοση δεδομένων μεταξύ container του ίδιου Pod. Παρά

το γεγονός, όμως, ότι στην περίπτωση των artifact το αρχείο είναι το ίδιο το artifact,

αυτό δεν ισχύει για τα parameters, όπου το ωφέλιμο αποτέλεσμα είναι η πραγματική τι-

μή που βρίσκεται αποθηκευμένη στο εσωτερικό του αρχείου (γεγονός που τονίζεται και

από το πεδίο valueFrom με το οποίο παρουσιάζονται τα parameters στο template). Πιο

συγκεκριμένα, αφού το wait ανακτήσει το αρχείο που αντιστοιχεί σε κάποιο parameter

από το κοινόχρηστο σύστημα αρχείων, το ανοίγει για να διαβάσει τα περιεχόμενά του

και προχωρά στην προσθήκη ενός πεδίου value στο τοπικό αντίγραφο του αντικειμέ-

νου template (6), ενημερώνοντας το πεδίο template.outputs συγκεκριμένα.

Από την άλλη πλευρά, η διαδικασία είναι αρκετά διαφορετική για τα artifacts. Με την

ολοκλήρωση του βήματος, ο Argo Executor έχει ήδη φροντίσει για το πακετάρισμα του

αρχείου εξόδου σε ένα tarball και για την αντιγραφή του τελευταίου στο κοινόχρηστο

σύστημα αρχείων. Τα artifacts, ωστόσο, σε αντίθεση με τα parameters, προορίζονται

για να διατηρούνται μακροπρόθεσμα. Με άλλα λόγια, η μετάδοση δεδομένων δεν εί-

ναι ο μοναδικός τους σκοπός, αφού προορίζονται να επιβιώσουν και μετά το πέρας της

ροής εργασίας που τα παράγει, περιέχοντας πιθανόν πολύτιμα αποτελέσματα για την

ανάπτυξη και τον πειραματισμό (π.χ. εκπαιδευμένα μοντέλα). Ως εκ τούτου, το Argo

αποθηκεύει κάθε artifact στον προκαθορισμένο εξωτερικό χώρο αποθήκευσης, ο οποί-

ος ταυτίζεται στην περίπτωσή μας από προεπιλογή με το MinIO. Πιο συγκεκριμένα,

το wait sidecar ανακτά τα στοιχεία archiveLocation από το template και αποθηκεύει

το tarball που αντιστοιχεί στο artifact στην αποθήκη αντικειμένων (7). Επιπλέον, απο-

θηκεύει ένα αντικείμενο που περιγράφει το artifact- μαζί με βασικές πληροφορίες για

την προσπέλασή του- στο τοπικό αντίγραφο του αντικειμένου template (8), ενημερώ-

νοντας το πεδίο template.outputs, συγκεκριμένα.
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Στη συνέχεια, το wait προχωρά στην αποθήκευση των αρχείων καταγραφής του main

container ως artifact στην ίδια αποθήκη αντικειμένων (9), καθώς η διατήρηση αυτών

κρίνεται ζωτικής σημασίας για σκοπούς αποσφαλμάτωσης και πειραματισμού. Τέλος,

προτού τερματίσει, ολοκληρώνοντας την εργασία του Pod, προσθέτει το τοπικό αντί-

γραφο του αντικειμένου template.outputs στο οποίο αναφερθήκαμε προηγουμένως,

ως ένα workflows.argoproj.io/outputs annotation στο Pod (10).

Οι Έξοδοι του Βήματος

Όπως αναφέρθηκε παραπάνω, προτού τερματίσει, τοwait sidecar προσθέτει το annota-

tion workflows.argoproj.io/outputs στο Pod, το οποίο περιέχει πληροφορίες σχε-

τικά με όλες τις εξόδους που παράγονται από το βήμα. Με απλά λόγια, περιέχει τις

τιμές όλων των parameter εξόδου, καθώς και τα κλειδιά για την προσπέλαση όλων των

artifact εξόδου. Το εν λόγω annotation που παράγεται στο τέλος της εκτέλεσης του

βήματοςmultiplication, δίνεται παρακάτω. Θα εξετάσουμε ξεχωριστά τα τμήματα των

parameters και artifacts που προκύπτουν.

// The workflows.argoproj.io/outputs annotation

{

”parameters”: [

{

”name”: ”multiplication‐out”,

”value”: ”42”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

],

”artifacts”: [

{

”name”: ”mlpipeline‐ui‐metadata”,

”path”: ”/tmp/mlpipeline‐ui‐metadata.json”,

”s3”: {

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/ \

example‐pipeline‐c8hzn‐830538904/mlpipeline‐ui‐metadata.tgz”

},

”optional”: true

},
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{

”name”: ”multiplication‐out”,

”path”: ”/tmp/outputs/out/data”,

”s3”: {

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/ \

example‐pipeline‐c8hzn‐830538904/multiplication‐out.tgz”

}

},

{

”name”: ”main‐logs”,

”s3”: {

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/ \

example‐pipeline‐c8hzn‐830538904/main.log”

}

}

]

}

Ξεκινώντας με τα parameters, καταλήγουμε να επαληθεύσουμε αυτό που περιγράψαμε

θεωρητικά προηγουμένως (βλ. Parameters vs Artifacts). Ειδικότερα, παρατηρούμε ότι

τα πεδία name και valueFrom είναι πανομοιότυπα με εκείνα του αρχικού template. Αυτό

είναι αναμενόμενο, αφού τα συγκεκριμένα πεδία δεν ενημερώνονται κατά τη διάρκεια

της εκτέλεσης, παρά χρησιμεύουν για τον καθορισμό της θέσης από όπου θα ανακτηθεί

κάποιο parameter εξόδου. Μπορούμε πράγματι να επιβεβαιώσουμε, ότι στο τέλος του

βήματος, το parameter εξόδου που προκύπτει σειριοποιείται ως απλή τιμή και ως τέτοια

συμπεριλαμβάνεται στις εξόδους (π.χ. ”value”: ”42”).

Από την άλλη πλευρά, οι τιμές των artifact δεν εμφανίζονται στο annotation, αφού το

wait sidecar φρόντισε ώστε να συμπεριλάβει εκεί μόνο τα απαραίτητα στοιχεία για την

προσπέλασή τους στην εξωτερική αποθήκη αντικειμένων. Η επιλογή αυτή είναι κρίσι-

μη, δεδομένου ότι τα artifacts προορίζονται να ξεπεράσουν τους εγγενείς περιορισμούς

του Kubernetes που συνεπάγεται η αποθήκευση δεδομένων στα annotations. Επιπρό-

σθετα, μπορούμε παρατηρώντας τη δομή των μονοπατιών που εμφανίζονται για τα

παραπάνω artifacts να συνάγουμε τη γενική σύμβαση που τηρεί το Argo για την απο-

θήκευση αντικειμένων σε κουβάδες του MinIO:

key: <BUCKET>/<WORKFLOW>/<YEAR>/<MONTH>/<DAY>/<STEP>/<ARTIFACT>
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Έχουμε πλέον όλες τις πληροφορίες που απαιτούνται για να ολοκληρώσουμε την ανά-

λυσή μας. Είδαμε πώς ο Argo Workflow Controller, παρακολουθεί τις αλλαγές στους

πόρουςWorkflow, εντοπίζει νέαWorkflowsπου υποβάλλονται στοKubernetes και φρο-

ντίζει για τον προγραμματισμό των Pods που θα εκτελέσουν τις καθορισμένες από τον

χρήστη εργασίες. Επιπλέον, πραγματοποιήσαμε μια αναλυτική επισκόπηση του μηχα-

νισμού εκτέλεσης, η οποία ολοκληρώθηκε με τις εξόδους των βημάτων να γράφονται

στο σχετικό annotation του Pod. Το τελευταίο κομμάτι για την ολοκλήρωση της αφή-

γησης, συνίσταται στον εντοπισμό, από την πλευρά του Controller, της ολοκλήρωσης

ενός βήματος, ούτως ώστε να διαχειριστεί τη δρομολόγηση τυχόν επόμενων, εξαρτώ-

μενων βημάτων.

Παρά το γεγονός ότι ο Argo Workflow Controller δεν παρεμβαίνει στην εκτέλεση ενός

βήματος αυτή καθαυτή, παρακολουθεί για “σημαντικές” αλλαγές στην κατάσταση του

αντίστοιχου Pod. Επομένως, όταν το Pod ολοκληρώνει την εκτέλεσή του με επιτυχία,

ο Controller ανασύρει τις εξόδους του από το αντίστοιχο annotation και τις προσθέτει

στο πεδίο status του Workflow (11). Σε αυτό το σημείο, μπορεί να ξεμπλοκάρει κάθε

εξαρτημένη εργασία, αντικαθιστώντας τυχόν placeholders με τις πραγματικές τιμές που

παρήχθησαν από το βήμα, επαναλαμβάνοντας την ίδια διαδικασία από την αρχή.

Σχήμα 3.13: ΟΜηχανισμός Χρόνου Εκτέλεσης του Argo
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Kubeflow Pipelines

Σε αυτή την ενότητα θα εξετάσουμε μερικές ενδιαφέρουσες λεπτομέρειες σχετικά με

την διεπαφή που παρέχει το KFP για την αντιμετώπιση της μετάδοσης δεδομένων, ε-

στιάζοντας στα KFP components. Αυτή δεν είναι σε καμία περίπτωση μια εξαντλητική

εξερεύνηση· περισσότερες πληροφορίες μπορούν να βρεθούν στην επίσημη τεκμηρίω-

ση [37]. Ας ξεκινήσουμε από μία μάλλον απλή ερώτηση- τι είναι ένα KFP component;

Ένα KFP component είναι ένα αυτοτελές σύνολο κώδικα που εκτελεί ένα

βήμα στη ροή εργασίας μηχανικής μάθησης. Καθορίζει συγκεκριμένα τις

εισόδους, τις εξόδους και, φυσικά, την υλοποίησή του.

Θα προσπαθήσουμε να προσεγγίσουμε το ζήτημα μέσω ενός παραδείγματος. Στην

πραγματικότητα, θα επιχειρήσουμε να πλησιάσουμε όσο το δυνατόν περισσότερο το

παράδειγμα του Kale pipeline που ορίσαμε προηγουμένως (3.3.1), χρησιμοποιώντας

μόνο εργαλεία του KFP. Για το λόγο αυτό, θα πρέπει να ορίσουμε ένα component για

καθένα από τα βήματά μας. Πριν από αυτό, ωστόσο, πρέπει να ξεκινήσουμε από την

υλοποίηση. Όπως έχουμε ήδη διαπιστώσει, τα Kubeflow Pipelines μεταγλωττίζονται σε

ροές εργασίας Argo, ώστε να μπορούν να εκτελεστούν στο Kubernetes. Έτσι, όταν το

Kubeflow Pipelines εκτελεί ένα component, ξεκινά ένα container σε κάποιο Kubernetes

Pod και οι είσοδοι του component περνούν ως ορίσματα της γραμμής εντολών. Όπως

είδαμε προηγουμένως, οι μικρές, τετριμμένες είσοδοι, μπορούν να περάσουν κατά τιμή,

ενώ οι σύνθετες είσοδοι ή μεγάλα κομμάτια δεδομένων πρέπει να περνούν ως μονοπά-

τια προς αρχεία. Μόνο ένα πράγμα είναι βέβαιο, ωστόσο- ανεξάρτητα από την τεχνική

μετάδοσης δεδομένων που χρησιμοποιείται, το αποτέλεσμα πρέπει να σειριοποιηθεί σε

ένα αρχείο προκειμένου να λειτουργήσει ο μηχανισμός του Argo.

Στο KFP, ο ίδιος ο χρήστης είναι υπεύθυνος για την υλοποίηση αυτών των- κατά κύ-

ριο λόγο- διαδικαστικών κομματιών της εφαρμογής του. Πιο συγκεκριμένα, πρέπει να

διασφαλίσει ότι το component μπορεί να λαμβάνει και να αναλύει τις εισόδους που δια-

φημίζει και να γράφει τις εξόδους σε ένα αρχείο πριν από την ολοκλήρωσή του. Αυτό,

δυστυχώς, οδηγεί σε διογκωμένες υλοποιήσεις όπως φαίνεται παρακάτω για τα βήμα-

τα addition και multiplication, αντίστοιχα, όπου τα ορίσματα CLI που αντιστοιχούν

στους ακέραιους αριθμούς εισόδου διαβάζονται με τη βοήθεια του argparse και το

αποτέλεσμα γράφεται χειροκίνητα στο αρχείο εξόδου.
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• addition.py

#!/usr/bin/env python3

import argparse

from pathlib import Path

# Function doing the actual work

def add(a, b, out_file):

c = a + b

out_file.write(str(c))

parser = argparse.ArgumentParser(description=’Add two integers’)

parser.add_argument(’‐‐param1’, type=int, help=’The first integer’)

parser.add_argument(’‐‐param2’, type=int, help=’The second integer’)

parser.add_argument(’‐‐output‐path’, type=str,

help=’Path of the local file where the result will be written.’)

args = parser.parse_args()

Path(args.output_path).parent.mkdir(parents=True, exist_ok=True)

with open(args.output_path, ’w’) as out_file:

add(args.param1, args.param2, out_file)

• multiplication.py

#!/usr/bin/env python3

import argparse

from pathlib import Path

# Function doing the actual work

def mult(a, b, out_file):

c = a * b

out_file.write(str(c))

parser = argparse.ArgumentParser(description=’Multiply two integers’)

parser.add_argument(’‐‐param1’, type=int, help=’The first integer’)

parser.add_argument(’‐‐param2’, type=int, help=’The second integer’)

parser.add_argument(’‐‐output‐path’, type=str,

help=’Path of the local file where the result will be written.’)

args = parser.parse_args()

Path(args.output_path).parent.mkdir(parents=True, exist_ok=True)

with open(args.output_path, ’w’) as out_file:

mult(args.param1, args.param2, out_file)



74 ΚΕΦΑΛΑΙΟ 3. ΣΧΕΔΙΑΣΗ

Έχοντας ολοκληρώσει την υλοποίηση των 2 βημάτων, πρέπει να δημιουργήσουμε έ-

να Docker image για να πακετάρουμε καθένα από αυτά. Για λόγους απλότητας θα

δημιουργήσουμε μία μόνο εικόνα που θα περιέχει 2 προγράμματα, addition.py και

multiplication.py μέσα στον φάκελο /kfp/components/, την οποία και θα μετα-

φορτώσουμε σε ένα αποθετήριο όπου το Kubeflow έχει πρόσβαση. Στη συνέχεια, εί-

μαστε έτοιμοι να ορίσουμε τα 2 components. Παρακάτω, έχουμε επιλέξει κατάλληλα

τα ονόματα εισόδου και εξόδου, ώστε να μοιάζουν με το παράδειγμα του pipeline που

παράξαμε προηγουμένως με το Kale (3.3.1).

• addition.yaml

name: addition

description: Calculates the sum of two integers

inputs:

‐ {name: a, type: Integer, description: ’The first integer’}

‐ {name: b, type: Integer, description: ’The second integer’}

outputs:

‐ {name: out, type: Integer, description: ’The sum’}

implementation:

container:

image: phoevos/dev@sha256:5a0c7[...]

command: [python3, /kfp/components/addition.py,

‐‐param1, {inputValue: a}, ‐‐param2, {inputValue: b},

‐‐output‐path, {outputPath: out}]

• multiplication.yaml

name: multiplication

description: Calculates the product of two integers

inputs:

‐ {name: a, type: Integer, description: ’The first integer’}

‐ {name: b, type: Integer, description: ’The second integer’}

outputs:

‐ {name: out, type: Integer, description: ’The product’}

implementation:

container:

image: phoevos/dev@sha256:5a0c7[...]

command: [python3, /kfp/components/multiplication.py,

‐‐param1, {inputValue: a}, ‐‐param2, {inputValue: b},

‐‐output‐path, {outputPath: out}]
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Οι ορισμοί των components είναι ως επί το πλείστον απλοί. Ορίζουν τις εισόδους και

τις εξόδους του βήματος, μαζί με τον τύπο τους και παραπέμπουν στην εικόνα που πε-

ριέχει την υλοποίησή τους. Ένα πράγμα, ωστόσο, είναι πραγματικά αξιοσημείωτο και

αυτό είναι οι τιμές placeholder που χρησιμοποιούνται στην εντολή entrypoint για τις

παραμέτρους που δεν θα είναι γνωστές μέχρι την ώρα εκτέλεσης. Το KFP ορίζει τρεις

τύπους placeholder εισόδου/εξόδου:

inputValue: <όνομα-εισόδου>: αντικαθίσταται με την τιμή της καθορισμένης εισό-

δου.

Αυτό είναι χρήσιμο για μικρά δεδομένα εισόδου, όπως αριθμούς ή μικρές συμβο-

λοσειρές.

inputPath: <όνομα-εισόδου>: αντικαθίσταται με το μονοπάτι προς το αρχείο που α-

ποτελεί την είσοδο.

Το component μπορεί να διαβάσει τα περιεχόμενα αυτής της εισόδου από το δο-

θέν μονοπάτι κατά τη διάρκεια της εκτέλεσης του αγωγού.

outputPath: <όνομα-εξόδου>: αντικαθίσταται με το μονοπάτι του αρχείου όπου το

πρόγραμμα θα γράψει την έξοδο

Αλλά πώς αντιστοιχούν τα παραπάνω στα parameters και artifacts που γνωρίζουμε ότι

χρησιμοποιεί το Argo παρασκηνιακά; Οποιαδήποτε αντιστοίχιση έχει νόημα μόνο ε-

φόσον πολλαπλά components συνδυάζονται για τη δημιουργία ενός pipeline. Κατά τη

μεταγλώττιση αυτού, το KFP θα εντοπίσει τυχόν εξαρτήσεις μεταξύ των βημάτων και

θα καθορίσει τον κατάλληλο μηχανισμό μετάδοσης δεδομένων, αντικαθιστώντας τους

παραπάνω placeholders με τις μαγικές συμβολοσειρές του Argo που είδαμε νωρίτερα.

Με απλά λόγια, ο μηχανισμός που θα χρησιμοποιηθεί καθορίζεται από τη μέθοδο εισό-

δου του μεταγενέστερου βήματος και, συγκεκριμένα, από το αν περιμένει να λάβει μια

απλή τιμή ή ένα μονοπάτι προς κάποιο αρχείο από το οποίο θα ανακτήσει την πραγμα-

τική τιμή. Η περιγραφόμενη αντιστοίχιση παρουσιάζεται στον ακόλουθο πίνακα, για

ένα βήμα Β που λαμβάνει μια είσοδο παραγόμενη από το βήμα Α.

Φυσικά, μπορούμε εύκολα να επιβεβαιώσουμε τα προηγούμενα ελέγχοντας τα template

των βημάτων addition andmultiplication που ανασύρουμε από τα σχετικά annotation

των αντίστοιχων Pod.
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Βήμα A Βήμα B

outputPath inputValue

output parameter input parameter

Βήμα A Βήμα B

outputPath inputPath

output artifact input artifact

Πίνακας 3.1: Αντιστοίχιση των KFP Placeholders σε Argo Parameters/Artifacts

”name”: ”addition”,

”outputs”: {

”parameters”: [

{

”name”: ”addition‐out”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

]

}

”name”: ”multiplication”,

”inputs”: {

”parameters”: [

{

”name”: ”addition‐out”,

”value”: ”14”

}

]

}

Listing 1: Έξοδοι του Addition προς Εισόδους του Multiplication

Αξίζει να σημειωθεί ότι, εάν το multiplication είχε ορίσει τις εισόδους του χρησιμο-

ποιώντας τον placeholder inputPath, θα επιλέγονταν τα artifact για τη μετάδοση δε-

δομένων. Σε αυτή την περίπτωση, φυσικά, ο χρήστης θα έπρεπε επίσης να φροντίσει ο

ίδιος να διαβάσει τα περιεχόμενα του αρχείου εισόδου.

Πριν κλείσουμε αυτή την ενότητα, αξίζει να εξετάσουμε μια “ανωμαλία”που εμφανίζε-

ται στα template των παραδειγμάτων μας και έχουμε, μέχρι στιγμής, αγνοήσει, αφού

δεν επηρεάζει τον μηχανισμό μετάδοσης δεδομένων. Προσεκτικά παρατηρώντας τα

παρεχόμενα template, βλέπουμε ότι, τα parameters που παράγονται ως έξοδοι βήματος,

εμφανίζονται επίσης στο πεδίο outputs.artifacts. Παρόλο που αυτό δεν επηρεάζει

τη μετάδοση δεδομένων (αφού κανένα βήμα δεν περιμένει να λάβει το συγκεκριμένο

artifact ως είσοδο), μπορεί να προκαλέσει αρκετή σύγχυση, αφού δεν ευθυγραμμίζεται

με τη διαδικασία που περιγράψαμε. Στην πραγματικότητα, αυτό που παρατηρούμε δεν

έχει καμία σχέση με το μηχανισμό του Argo, αλλά πρόκειται για μια συνειδητή σχεδια-

στική απόφαση από την πλευρά του KFP, έτσι ώστε οι τιμές που περνούν ως parame-

ters μεταξύ των βημάτων να διατηρούνται αυτόματα ως αντικείμενα στο MinIO, χωρίς

ο χρήστης να γράψει επιπλέον κώδικα.
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Kale

Το τελευταίο μέρος της αφήγησης αφορά το Kale, το εργαλείο που βοήθησε στην α-

νάπτυξη του pipeline του παραδείγματός μας εξαρχής. Όσον αφορά τη μετάδοση δε-

δομένων, το Kale επιτρέπει ελάχιστα περιθώρια σε σχέση με τον τρόπο που χρησιμο-

ποιούνται οι υποκείμενοι μηχανισμοί των KFP και Argo, γεγονός που οδηγεί σε υψηλό

επίπεδο αφαίρεσης και, φυσικά, σε σημαντική ευκολία χρήσης. Με άλλα λόγια, το Kale

προσφέρει μια μάλλον απλή διεπαφή μετάδοσης δεδομένων, χρησιμοποιώντας μόνο

ένα υποσύνολο των διαθέσιμων χαρακτηριστικών των KFP και Argo.

Στην προηγούμενη ενότητα είχαμε την ευκαιρία να δούμε εν συντομία τι συνεπάγε-

ται η ανάπτυξη ενός pipeline με το KFP. Γράψαμε τον κώδικά μας, τον οργανώσαμε σε

ξεχωριστά βήματα/αρχεία, κατασκευάσαμε εικόνες Docker για το πακετάρισμά τους,

σχεδιάσαμε προδιαγραφές για τα component μας για να ορίσουμε αυστηρά τις εισό-

δους και τις εξόδους τους, και όλα αυτά μόνο για να μπορέσουμε να τα τρέξουμε στο

Kubeflow. Αν προσθέσουμε σε αυτά την ανάγκη για πειραματισμό που σχετίζεται με τη

μηχανική μάθηση, αλλά και για συχνή αποσφαλμάτωση- βασικό κομμάτι του προγραμ-

ματισμού υπολογιστών ευρύτερα- αντιλαμβανόμαστε αμέσως την ομορφιά του Kale.

Το Kale, ωστόσο, προσφέρει πολύ περισσότερα από την απλή αυτοματοποίηση της α-

νάπτυξης, χρησιμεύοντας ως κεντρικό στοιχείο στον πραγματικό χρόνο εκτέλεσης ενός

βήματος. Όπως επαληθεύτηκε προηγουμένως, το Kale τυλίγει τον κώδικα του χρήστη

και ελέγχει την εκτέλεσή του, αναλύοντας τις εισόδους και αντιμετωπίζοντας τις εξό-

δους. Στην πραγματικότητα, έχουμε ήδη παρατηρήσει ότι το Kale παρέχει το δικό του

σημείο εισόδου για το βήμα, το οποίο είναι σε θέση να λαμβάνει μια λίστα με ονόμα-

τα παραμέτρων εισόδου (–in) και εξόδου (–out). Αυτό είναι ζωτικής σημασίας, επειδή

απαλλάσσει το χρήστη από την ανάγκη υλοποίησης κώδικα για τη διαχείριση των ο-

ρισμάτων του CLI, επιτρέποντάς του να επικεντρωθεί στα τμήματα του κώδικα που

πραγματικά έχουν σημασία.

args: [‐‐in, a, ’3’, ‐‐in, b, ’{{inputs.parameters.addition‐out}}’, ‐‐out, out,

/tmp/outputs/out/data]

command: [python3, ‐u, ‐m, kale, pipeline‐script.py, ‐‐step, multiplication]
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Ταυτόχρονα, το γεγονός ότι το Kale είναι υπεύθυνο για την αντιμετώπιση των δεδομέ-

νων εισόδου και εξόδου, επιτρέπει μια σημαντική απλούστευση της διεπαφής μετάδο-

σης δεδομένων, με αυτή να γίνεται πάντα με βάση την τιμή, όσον αφορά το KFP και το

Argo. Αυτό σημαίνει ότι το Kale χρησιμοποιεί μόνο τον placeholder inputValue κατά

τη μετατροπή των βημάτων σε KFP components, ο οποίος με τη σειρά του μεταφρά-

ζεται σε parameters εισόδου στην προκύπτουσα ροή εργασίας Argo. Έπειτα, αφού η

εκτέλεση του βήματος έχει ολοκληρωθεί, το Kale αποθηκεύει τις εξόδους σε ένα αρχείο

αυτόματα, χωρίς ο χρήστης να γνωρίζει οτιδήποτε σχετικά.

Το παραπάνω μοντέλο μοιάζει μάλλον υπερ-απλουστευτικό, σωστά; Εάν η μετάδοση

δεδομένων μέσω τιμών είναι αρκετή, γιατί το KFP παρέχει την επιλογή inputPath; Τι

γίνεται με αυτές τις τιμές που είναι πολύ μεγάλες για να χωρέσουν σε ένα annotation ή

πολύ πολύπλοκες για να σειριοποιηθούν; Εκεί, λοιπόν, ακριβώς μπαίνει ο μηχανισμός

marshalling τουKale στο παιχνίδι (3.3.1). Όταν ο χρήστης διαχειρίζεται δεδομένα όπως

αυτά που περιγράφουμε, ενθαρρύνεται να επισημειώνει τις σχετικές εισόδους/εξόδους

με τον τύπο MarshalData (αυτή είναι η προεπιλογή σε περίπτωση που δεν παρέχονται

υποδείξεις τύπου).

import numpy as np

from typing import List

from kale.types import MarshalData

@step(name=”outer‐product”)

def random_outer_product(size: int = 1000000) ‐> MarshalData[np.ndarray]:

”””Calculate the outer product of two random lists.”””

l1 = [randint(1, 100) for _ in range(size)]

l2 = [randint(1, 100) for _ in range(size)]

return np.outer(l1, l2)

Σε αυτή την περίπτωση, η έξοδος του βήματος περνάει από τα marshalling backends

του Kale και σειριοποιείται σε ένα αρχείο, όπως είδαμε στη σχετική ενότητα. Στη συ-

νέχεια, αντί για την πραγματική έξοδο του βήματος, το Kale αποθηκεύει τη διαδρομή

προς ταmarshalled δεδομένα με ένα πρόθεμα kale‐marshal: στο καθορισμένο αρχείο

εξόδου, που χρησιμοποιείται για τη μετάδοση δεδομένων. Από την άλλη πλευρά, όταν

λαμβάνεται μια παράμετρος εισόδου που φέρει το πρόθεμα kale‐marshal:, το Kale α-

κολουθεί την αντίστροφη διαδικασία για την αποσειριοποίηση του αρχείου σε μια τιμή
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που θα τροφοδοτηθεί στον κώδικα του χρήστη. Από προεπιλογή, τα σειριοποιημένα

δεδομένα αποθηκεύονται στο κοινόχρηστο volume που είναι προσαρτημένο στο κάθε

βήμα του pipeline. Ωστόσο, ο χρήστης μπορεί προαιρετικά να ζητήσει τη δημιουργία

ενός πρόσθετου, ξεχωριστού volume ειδικά για τα αρχεία των marshalled δεδομένων,

χρησιμοποιώντας το Kale SDK.

3.3.3 KFP Caching

Έχοντας κατακτήσει μια στέρεα κατανόηση των θεμελιωδών εννοιών σχετικά με την

εκτέλεση των Kubeflow Pipelines, καθώς και τον εσωτερικό μηχανισμό του Argo, είμα-

στε έτοιμοι να προχωρήσουμε στη διερεύνηση του ακρογωνιαίου λίθου του σχεδιασμού

μας, το KFP caching. Η έννοια του caching ή της κρυφής μνήμης μάς είναι μάλλον οι-

κεία, μιας και χρησιμοποιείται ευρέως στο πεδίο των υπολογιστικών συστημάτων, συ-

νήθως για να περιγράψει ένα στρώμα αποθήκευσης δεδομένων υψηλής ταχύτητας το

οποίο αποθηκεύει ένα υποσύνολο αυτών παροδικά, ούτως ώστε τα μελλοντικά αιτήμα-

τα για τα συγκεκριμένα δεδομένα να εξυπηρετούνται γρηγορότερα από ό,τι είναι δυνα-

τό με την προσπέλαση της κύριας θέσης αποθήκευσης των δεδομένων. Γενικότερα, το

caching είναι ένας μηχανισμός που επιτρέπει την αποτελεσματική επαναχρησιμοποίηση

δεδομένων που έχουν ανακτηθεί ή υπολογιστεί προηγουμένως.

Σχήμα 3.14: Caching

Σε αυτή την ενότητα θα εξερευνήσουμε τον μηχανισμό caching του KFP, ο οποίος ε-

πιτρέπει τη διατήρηση των εξόδων των βημάτων, έτσι ώστε, εάν το ίδιο βήμα (δηλαδή

ο ίδιος κώδικας με τις ίδιες εισόδους) εμφανιστεί ξανά, οι έξοδοί του να ανακτώνται

απευθείας από την cache, χωρίς να απαιτείται η επανεκτέλεση του βήματος. Θα επι-

κεντρωθούμε στην υλοποίηση της cache που αποτελεί μέρος του Arrikto EKF, η οποία
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μοιράζεται τις ίδιες αρχές με την αντίστοιχη του OSS Kubeflow, αλλά παρουσιάζει δια-

φορετικό βασικό μηχανισμό (για περισσότερες λεπτομέρειες, βλ. 3.3.3).

Στην προηγούμενη ενότητα, κατά τη διερεύνηση της μετάδοσης δεδομένων του Argo,

είχαμε την ευκαιρία να εξετάσουμε τον μηχανισμό χρόνου εκτέλεσης που επιτρέπει την

υποβολή pipeline στοKubernetes με τη βοήθεια τουKubeflow και τωνArgoWorkflows.

Μια απλοποιημένη εκδοχή της διαδικασίας μοιάζει κάπως έτσι (σχήμα 3.15):

Σχήμα 3.15: KFP Χωρίς Caching

Ο χρήστης αναπτύσσει το pipeline του, είτε χρησιμοποιώντας το Kale είτε το KFP α-

πευθείας, και το υποβάλλει στοKubeflowγια να εκτελεστεί στοKubernetes (1). ΤοKFP

συγκεκριμένα, είναι σε θέση να μεταγλωττίσει το pipeline σε έναArgoWorkflowCR, το

οποίο στη συνέχεια υποβάλλει στο Kubernetes επικοινωνώντας με τον kube-apiserver

(2). Ο Argo Workflow Controller, ακολούθως, παραλαμβάνει τη ροή εργασίας που

δημιουργήθηκε, την αναλύει για τον εντοπισμό και την επίλυση των εξαρτήσεων και

ξεκινά τη δρομολόγηση των Pods για την εκτέλεση των βημάτων του pipeline (4). Κά-

θε φορά που ολοκληρώνεται ένα βήμα, ο Workflow Controller ανακτά τις εξόδους του,

ενημερώνει ανάλογα την κατάσταση του Workflow και προχωρά στην εκτέλεση τυχόν

επόμενων βημάτων, ενώ τα artifact εξόδου των βημάτων διατηρούνται σε έναν χώρο

αποθήκευσης αντικειμένων όπως το MinIO (5).

Η παραπάνω αφήγηση είναι αρκετά ικανοποιητική- έχουμε έναν στέρεο μηχανισμό για

τη δημιουργία σύνθετων ροών εργασίας μηχανικής μάθησης, την ενορχήστρωση των

βημάτων τους και τη διατήρηση σημαντικών αντικειμένων. Τι συμβαίνει, όμως, αν το

ίδιο βήμα υποβληθεί δύο φορές; Αυτό είναι στην πραγματικότητα ένα εξαιρετικά συνη-



3.3. ΔΙΕΡΕΥΝΗΣΗ ΕΞΑΡΤΗΣΕΩΝ 81

θισμένο σενάριο, ειδικά σε περιπτώσεις χρήσης που περιλαμβάνουν πρακτικές hyper-

parameter tuning, όπου το ίδιο pipeline μπορεί να εκτελεστεί χιλιάδες φορές, με όλα

τα στοιχεία του πλην των εισόδων ενός μόνο βήματος να παραμένουν απαράλλακτα.

Έχει νόημα το ίδιο κομμάτι κώδικα, που εκτελείται στο ίδιο περιβάλλον, με τις ίδιες

εισόδους, να εκτελεστεί ξανά; Στα παραπάνω, το KFP απαντά κατηγορηματικά «όχι»,

εισάγοντας το μηχανισμό caching.

Επισκόπηση

Η ιδέα δεν είναι καινούργια· είναι σημαντικό βήματα που έχουν ήδη εκτελεστεί στο

παρελθόν να αναγνωρίζονται αναλόγως και η εκτέλεσή τους να παραλείπεται. Για το

λόγο αυτό, η ομάδα του Kubeflow Pipelines υλοποίησε ένα σύστημα caching που βα-

σίζεται στην ιδέα του κατακερματισμού (hashing) του αντίστοιχου template βήματος

και της σύγκρισης του αποτελέσματος με προηγούμενες εμφανίσεις. Το σχέδιο αυτό

μοιάζει πολλά υποσχόμενο, αρκεί το template, που είναι διαθέσιμο στα annotations του

Pod κατά την εκτέλεση, όπως συζητήθηκε προηγουμένως (διερευνήθηκε διεξοδικά στο

πλαίσιο του 3.3.2), να αντιπροσωπεύει μοναδικά μια εκτέλεση βήματος.

Τα παραπάνω λειτουργούν εξαιρετικά, στην πραγματικότητα, όταν οι είσοδοι και οι έ-

ξοδοι των βημάτων βασίζονται στους εγγενείς μηχανισμούς μετάδοσης δεδομένων του

Argo, τα parameters και artifacts. Αυτό είναι λογικό, αφού το template περιέχει όλες τις

απαιτούμενες πληροφορίες προκειμένου ο Argo Workflow Controller να δημιουργήσει

ένα Pod για να εκτελέσει το βήμα, συμπεριλαμβανομένων των ονομάτων και των τιμών

(ή της θέσης στην περίπτωση των artifact) των εισόδων, των ονομάτων και των προε-

πιλεγμένων θέσεων των εξόδων, της εικόνας που συνιστά το περιβάλλον εκτέλεσης και

της εντολής εισόδου. Δυστυχώς, όμως, αυτός ο μηχανισμός δεν επαρκεί στην περίπτω-

σή μας, όπου μεγάλο μέρος της μετάδοσης δεδομένων βασίζεται στη χρήση volumes

(3.3.1).

Πιο συγκεκριμένα, όπως αναφέρθηκε προηγουμένως, το Kale ξεκινάει λαμβάνοντας

ένα PVC snapshot του κάθε volume που βρίσκεται προσαρτημένο στο Pod όπου πραγ-

ματοποιείται η μεταγλώττιση και η αρχική εκκίνηση της εκτέλεσης. Ύστερα, δημιουργεί

έναν κλώνο καθενός από αυτά τα volumes, τους οποίους προσαρτά σε κάθε βήμα Pod.

Στο τέλος της εκτέλεσής τους, από την άλλη, τα βήματα του Kale παίρνουν ένα PVC

snapshot των προσαρτημένων volume, επιτρέποντας τη μεταφορά εξαρτήσεων με τη
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μορφή σειριοποιημένων δεδομένων (3.3.1) μεταξύ των βημάτων. Με δεδομένα τα πα-

ραπάνω, η υλοποίηση της upstream cache δε θα μπορούσε να λειτουργήσει, αφού δεν

είναι δυνατόν να προσδιοριστεί ποια δεδομένα αγγίζει κάθε βήμα. Στην πραγματικό-

τητα, οφείλουμε να υποθέσουμε ότι, όταν ένα βήμα χρησιμοποιεί ένα volume, αλλάζει

ολόκληρο το περιεχόμενό του.

Σε αυτή την ενότητα θα περιγράψουμε την υλοποίησή μας για ένα σύστημα caching

που λειτουργεί για βήματα κατασκευασμένα με το Kale, όταν η αυτόματη λήψη στιγ-

μιοτύπων είναι ενεργοποιημένη και εφόσον αυτά υποβάλλουν τις απαραίτητες πληρο-

φορίες στο MLMD (2.5.1). Οι κύριες διαφορές μεταξύ της δικής μας προσέγγισης και

της upstream υλοποίησης θα συζητηθούν συνοπτικά στην ενότητα 3.3.3.

Αρχιτεκτονικό Υπόβαθρο

Η υλοποίησή μας για την KFP cache αποτελείται ουσιαστικά από τρία κομμάτια, τα ο-

ποία θα εξετάσουμε εδώ εν συντομία, πριν προχωρήσουμε στον μηχανισμό εκτέλεσης

(3.3.3). Ο ακρογωνιαίος λίθος αυτού του σχεδιασμού είναι το MLMetadata (MLMD),

το οποίο λειτουργεί ως το επίπεδο αποθήκευσης της cache, ενώ έναMutatingWebhook

είναι υπεύθυνο για τη λήψη της απόφασης του caching. Τέλος, ένας ελεγκτής, ο οποίος

είναι επιφορτισμένος με την παρακολούθηση για βήματα που ανασύρθηκαν από την

cache και την εκτέλεση των απαραίτητων ενεργειών για τη συνέχιση του μηχανισμού

ροών εργασίας του Argo, συμπληρώνει τον σχεδιασμό μας (KFP Cache Controller).

Ενώ το MLMD αποτελεί έτσι κι αλλιώς μέρος του Kubeflow, τα άλλα δύο στοιχεία

αφορούν αποκλειστικά το μηχανισμό της cache και εγκαθίστανται ως ένα ενιαίο De-

ployment στο kubeflow namespace. Παρακάτω θα δούμε ορισμένες λεπτομέρειες για

καθένα από τα τρία κομμάτια, πριν προχωρήσουμε στην περιγραφή του μηχανισμού.

• MLMetadata (MLMD)

Το MLMD είναι η ραχοκοκαλιά του μηχανισμού caching, καθώς και ένα καί-

ριο συστατικό του Kubeflow γενικότερα. Άλλωστε, στόχος της ενσωμάτωσής

του στο Kubeflow είναι να αποτελεί τον συνδετικό ιστό μεταξύ κάθε άλλου συ-

στατικού του (2.4.2), διατηρώντας μεταδεδομένα σχετικά με τις εκτελέσεις των

pipeline, τις εκτελέσεις βημάτων και τη γενεαλογία των παραγόμενων Artifact.

Με αυτό κατά νου, και δεδομένου ότι το MLMD είναι ήδη ενσωματωμένο στον



3.3. ΔΙΕΡΕΥΝΗΣΗ ΕΞΑΡΤΗΣΕΩΝ 83

μηχανισμό του Kale, το οποίο αυτοματοποιεί την υποβολή πληροφοριών, μοιά-

ζει απόλυτα λογική η επιλογή του ως το επίπεδο αποθήκευσης για την cache του

KFP, αφού ήδη περιέχει τις πληροφορίες που απαιτούνται για τη λήψη μιας από-

φασης caching (2.5.1).

Το Kale ενσωματώνεται με το MLMD, καταγράφοντας και συνδέοντας κατάλ-

ληλα τα παραγόμενα προϊόντα, χωρίς ο χρήστης να χρειάζεται να ανησυχεί γι’

αυτό. Πιο συγκεκριμένα, όταν ένα βήμα του Kale αρχίζει να εκτελείται, το πρώτο

πράγμα που κάνει είναι να υποβάλει τον εαυτό του στο MLMD. Για να το πετύ-

χει, εντοπίζει αρχικά το Context που αντιστοιχεί στη συγκεκριμένη εκτέλεση του

pipeline. Εάν αυτό δε βρεθεί στο MLMD (δηλαδή αν πρόκειται για το πρώτο

βήμα), το δημιουργεί. Στη συνέχεια, υποβάλλει ένα MLMD Execution που αντι-

στοιχεί στον εαυτό του, θέτοντας το state αυτού σε RUNNING, και συνδέοντάς

το με το Context της εκτέλεσης μέσω ενός Association. Επιπλέον, το βήμα προ-

σθέτει τα σχετικά Context και Execution ID στα αντίστοιχα labels του Pod:

– pipelines.kubeflow.org/metadata_context_id

– pipelines.kubeflow.org/metadata_execution_id

Στη συνέχεια, εάν η αυτόματη λήψη στιγμιοτύπων είναι ενεργοποιημένη, το βή-

μα αναζητά τυχόν RokSnapshot MLMD Artifacts εξόδου (δηλ. Artifact με Type

RokSnapshot) των γονικών βημάτων του, τα συνδέει ως MLMD Artifacts εισό-

δου (χρησιμοποιώντας ένα Event) και προσθέτει τα ID τους στα annotations του

Pod:

– pipelines.kubeflow.org/metadata_input_artifact_ids

Μετά την επιτυχή εκτέλεση του βήματος και εφόσον είναι ενεργοποιημένη η αυ-

τόματη λήψη στιγμιοτύπων, το βήμα λαμβάνει ένα στιγμιότυπο του εαυτού του,

υποβάλλει ένα RokSnapshot ως MLMD Artifact και το συνδέει με το MLMD

Execution του ως Artifact εξόδου, προσθέτοντας το αντίστοιχο annotation στο

Pod:

– pipelines.kubeflow.org/metadata_output_artifact_ids

Τέλος, ενημερώνει το πεδίο state του MLMD Execution που του αντιστοιχεί σε

COMPLETED.
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• Mutating Webhook

Το Mutating Webhook είναι ένα κρίσιμο συστατικό του μηχανισμού caching του

KFP, καθώς είναι υπεύθυνο για την προεπεξεργασία των template των υποβαλ-

λόμενων βημάτων και τελικά τη λήψη της απόφασης του caching. Για να κατανο-

ήσουμε καλύτερα τον τρόπο λειτουργίας του, θα πρέπει πρώτα να εδραιώσουμε

κάποιο πλαίσιο γύρω από τους Admission Controllers του Kubernetes.

Σύμφωνα με την τεκμηρίωση του Kubernetes, ένας Admission Controller είναι έ-

να κομμάτι κώδικα που παρεμβάλλεται στις αιτήσεις προς τονAPI server τουKu-

bernetes, πριν από τη δημιουργία κάποιου αντικειμένου, αλλά μετά την αυθεντι-

κοποίηση και εξουσιοδότηση του αιτήματος [38]. Το Kubernetes παρέχει μια λί-

στα από ενσωματωμένους Admission Controllers, ως μέρος του kube-apiserver,

για το χειρισμό διαφορετικών ειδών πόρων. Οι Admission Controllers μπορούν,

εν γένει, να είναι «validating», «mutating» ή και τα δύο. Όταν μια αίτηση φτάνει

στον API server προσπαθώντας να δημιουργήσει, να διαγράψει ή να τροποποι-

ήσει ένα αντικείμενο, ελέγχεται από κάθε ενεργοποιημένο Controller διαδοχικά,

με τους mutating controllers να καλούνται πρώτοι.

Μεταξύ των Admission Controllers που υποστηρίζονται από το Kubernetes, υ-

πάρχουν δύο που παρουσιάζουν ιδιαίτερο ενδιαφέρον, οι:

– MutatingAdmissionWebhook

– ValidatingAdmissionWebhook

Αυτοί εκτελούν τα mutating και validating, αντίστοιχα admission control web-

hooks, τα οποία μπορούν να ρυθμιστούν δυναμικά μέσω του API [39]. Σε αυτή

την ενότητα θα επικεντρωθούμε στο mutating admission webhook, το οποίο εί-

ναι ο μηχανισμός που χρησιμοποιείται στην υλοποίηση της cache.

Μπορούμε να σκεφτούμε τα webhooks ως υπηρεσίες στο Kubernetes που εγγρά-

φονται στον αντίστοιχο Admission Controller του API server, έτσι ώστε αν έ-

να αίτημα που λαμβάνεται από τον τελευταίο ταιριάζει με κάποιους προκαθορι-

σμένους κανόνες, να προωθείται στην εγγεγραμμένη υπηρεσία στο σώμα ενός

HTTP POST αιτήματος. Εκείνη οφείλει να χειριστεί τη διαδικασία αποδοχής

(admission) και να εφαρμόσει οποιαδήποτε λογική μετάλλαξης (mutation). Τα

παραπάνω θα γίνουν πολύ πιο σαφή στην πορεία, όταν περιγράψουμε τον τρόπο
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με τον οποίο ρυθμίζεται το webhook της KFP cache.

Στην περίπτωσή μας, το mutating webhook που αντιστοιχεί στην KFP cache τρέ-

χει σε ένα Pod μαζί με τον cache controller στο kubeflow namespace, ως μέρος

του kfp-cacheDeployment, και εκτίθεται ως υπηρεσία που ακούει στη θύρα 443,

παρέχοντας μόνο ένα τελικό σημείο API, το /mutate. Ο ρόλος του είναι στην

ουσία αρκετά απλός- πρέπει να αναχαιτίζει τις αιτήσεις για δημιουργία Pods και,

σε περίπτωση που αντιστοιχούν σε βήματα του Kale, να προσδιορίζει αν πρέπει

να εκτελεστούν ή να ανακτηθούν από την cache.

Για να καταχωρήσουμε το webhook στο Kubernetes, χρειάζεται να δημιουργή-

σουμε ένα MutatingWebhookConfiguration αντικείμενο, προκειμένου να κα-

θορίσουμε τους κανόνες που περιγράψαμε στην προηγούμενη παράγραφο.

apiVersion: admissionregistration.k8s.io/v1beta1

kind: MutatingWebhookConfiguration

metadata:

[...]

name: kfp‐cache

webhooks:

‐ clientConfig:

caBundle: ’’

service:

name: kfp‐cache

namespace: kubeflow

path: /mutate

name: kfp‐cache.arrikto.com

rules:

‐ apiGroups:

‐ ’’

apiVersions:

‐ v1

operations:

‐ CREATE

resources:

‐ pods

Με απλά λόγια, η υποβολή του αντικειμένου αυτού ενημερώνει τον API server

ότι υπάρχει ένα plugin για τον ελεγκτή MutatingAdmissionWebhook, το οποίο
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θα πρέπει να κληθεί κάθε φορά που ένα αίτημα για δημιουργία Pod φτάνει στον

API server. Συγκεκριμένα, ο API server οφείλει να προωθήσει το εν λόγω αίτημα

στο καθορισμένο τελικό σημείο, ώστε η καταχωρημένη υπηρεσία που ακούει σε

αυτό να χειριστεί τη λογική της αποδοχής. Κατά τη διάρκεια της διερεύνησης

του μηχανισμού χρόνου εκτέλεσης, θα έχουμε την ευκαιρία να διερευνήσουμε τι

ακριβώς κάνει αυτή η υπηρεσία.

• KFP Cache Controller

Σε σύγκριση με τα παραπάνω στοιχεία, ο ρόλος του KFP Cache Controller εί-

ναι, στην πραγματικότητα μάλλον απλός. Αυτός είναι ένας τυπικός Kubernetes

controller (2.2.3) που παρακολουθεί για νέα Pods. Εάν ένα υποβληθέν Pod α-

ντιστοιχεί σε ένα βήμα του Kale, ο controller πραγματοποιεί οποιεσδήποτε ενέρ-

γειες απαιτούνται για τη συνέχιση της εκτέλεσης της ροής εργασίας. Φυσικά,

όπως θα δούμε στην επόμενη ενότητα, οι ενέργειες αυτές εξαρτώνται σε μεγάλο

βαθμό από την απόφαση του webhook.

Μηχανισμός Χρόνου Εκτέλεσης

Σε αυτή την ενότητα θα προβούμε σε μια λεπτομερή παρουσίαση του μηχανισμού εκτέ-

λεσης του caching. Όπως έχουμε ήδη περιγράψει, όταν ένας χρήστης υποβάλλει ένα

pipeline προς εκτέλεση στο KFP, αυτό μεταγλωττίζεται σε μια ροή εργασίας Argo που

ο KFP API server υποβάλλει στο Kubernetes ως ένα Workflow CR. Ο Argo Workflow

Controller το εντοπίζει, αναλύει τον γράφο εξαρτήσεων των βημάτων και δρομολογεί

Pods για την εκτέλεσή τους. (3.3.2). Σε αυτό ακριβώς το σημείο μπαίνει στο παιχνίδι ο

μηχανισμός caching.

Πιο συγκεκριμένα, προκειμένου να δημιουργηθεί το αντίστοιχο Pod για ένα βήμα, ο

Argo Workflow Controller κάνει ένα αίτημα στο Kubernetes API server. Όπως εξη-

γήθηκε προηγουμένως, ο τελευταίος προωθεί το εν λόγω αίτημα σε κάθε ενεργό ad-

mission controller, διαδοχικά. Ένας από αυτούς είναι και ο MutatingAdmissionWeb-

hook, ο οποίος αναζητά ένα υποβληθέν MutatingWebhookConfiguration με κανόνες

που ταιριάζουν με τη ζητούμενη ενέργεια API (π.χ. δημιουργία Pod), προκειμένου να

αποφασίσει αν θα πρέπει να προωθήσει το αίτημα σε κάποια εξωτερική υπηρεσία. Έ-

τσι, εντοπίζει το webhook της kfp-cache, στο οποίο προωθεί το αίτημα, στο σώμα ενός

αιτήματος HTTP POST στο endpoint /mutate.
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Webhook

Τοwebhook λαμβάνει το προωθημένο αίτημα και εξάγει το αντικείμενο Pod που πρέπει

να δημιουργηθεί από το σώμα του αιτήματος. Εάν το Pod αντιστοιχεί σε ένα βήμα του

Kale, η διαδικασία συνεχίζεται με την αρχικοποίηση ενός αντικειμένου PodContext για

τη διαχείριση όλων των πληροφοριών που υπολογίζονται και ανακτώνται για το συ-

γκεκριμένο Pod. Κατά τη διάρκεια της αρχικοποίησης του PodContext, το webhook

υπολογίζει το ExecutionHash. Το hash του Execution είναι στην πραγματικότητα το

hash του template του βήματος μετά από κάποια προεπεξεργασία. Εν συντομία, τα ονό-

ματα των PVC αντικαθίστανται με τις διευθύνσεις URL των Rok snapshot εισόδου, και

το αποτέλεσμα κατακερματίζεται (βλ. ΠροεπεξεργασίαΤemplate). Το ExecutionHash

προστίθεται στη συνέχειαως annotation στοPod (arrikto.com/execution‐hash‐key).

Προεπεξεργασία Template

Τα ονόματα των PVC για τα κλωνοποιημένα volumes που προσαρτώνται σε κάθε βήμα

είναι διαφορετικά μεταξύ των εκτελέσεων, καθώς εξαρτώνται από το όνομα του Work-

flow. Αυτά περιλαμβάνονται στο template ενός βήματος τόσο στο πεδίο των parame-

ter εισόδου (inputs.parameters), όσο και στην προδιαγραφή volumes η οποία ορίζει

τα volumes που πρέπει να προσαρτηθούν σε ένα Pod, βάσει του ονόματος του PVC.

Παρά το γεγονός ότι 2 ονόματα PVC μπορεί να διαφέρουν, ωστόσο, τα πραγματικά

Rok snapshots που περιέχουν τα δεδομένα του PVC ενδέχεται να είναι τα ίδια. Έχο-

ντας αυτό υπόψη, κατά τη φάση της προεπεξεργασίας, κάθε εμφάνιση ονόματος PVC

αντικαθίσταται από την αντίστοιχη διεύθυνση URL του snapshot προτού το template

κατακερματιστεί, ώστε το webhook να λάβει έγκυρη απόφαση.

Για τη λήψη της απόφασης caching, το webhook βασίζεται σε ορισμένες πληροφορί-

ες που παρέχονται από το Kale κατά την προεπεξεργασία και τη μεταγλώττιση του

pipeline. Πιο συγκεκριμένα, το webhook περιμένει να βρει δύο Pod annotations που

προστίθενται από το Kale:

• kubeflow‐kale.org/volume‐name‐parameters

• kubeflow‐kale.org/dependent‐templates

Το πρώτο περιέχει μια λίστα με όλα τα ονόματα των parameter εισόδου που αναφέρο-

νται σε ονόματα PVC. Για να ανακαλύψει τις διευθύνσεις URL των αντίστοιχων Rok
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snapshot, το webhook πρέπει να εντοπίσει τα RokSnapshot MLMD Artifacts εισόδου

του βήματος (βλ. 3.3.3 για περισσότερες λεπτομέρειες). Για την επίτευξη αυτού, πρέπει

να είναι σε θέση να ανακτήσει τους γονείς του βήματος και τα RokSnapshot MLMD

Artifacts εξόδου τους, κάτι που είναι δυνατό χάρη στο δεύτερο annotation του Kale, το

οποίο παρέχει μια λίστα με όλα τα ονόματα template γονέων (χωρίς το annotation, θα

έπρεπε να υλοποιήσουμε εκ νέου ένα μέρος της λογικής ανάλυσης γράφου του Argo).

Έχοντας βρει τα template γονέων, τα ονόματα των αντίστοιχων Pod ανασύρονται α-

πό το πεδίο status.nodes του Workflow CR. Στη συνέχεια, από τα annotations των

εν λόγω Pods, το webhook ανακτά τα Artifact εξόδου των γονέων, χάρη στη λίστα

που παρέχει το Kale (pipelines.kubeflow.org/metadata_output_artifact_ids).

Τα Artifact εξόδου τύπου RokSnapshot περιλαμβάνουν τη διεύθυνση URL του σχετι-

κού Rok snapshot στις ιδιότητές τους. Με βάση τις πληροφορίες αυτές, το webhook

είναι σε θέση να δημιουργήσει αντιστοιχίσεις μεταξύ των μονοπατιών προσάρτησης

(mount paths), των ονομάτων PVC και των διευθύνσεων URL του Rok και να προχω-

ρήσει στην αντικατάσταση κάθε εμφάνισης ονόματος PVC με το αντίστοιχο Rok URL

πριν από τον κατακερματισμό του template.

Τέλος, αξίζει να σημειωθεί ότι, επί του παρόντος, η προεπεξεργασία λειτουργεί μόνο με

ένα RokSnapshot Artifact εισόδου, επειδή η συγχώνευση των PVC snapshot δεν είναι

δυνατή.

ΗΑπόφαση Caching του Webhook

Μετά την αρχικοποίηση του PodContext, το webhook πρέπει να αποφασίσει αν το α-

ντίστοιχο βήμα μπορεί να ανακτηθεί από την cache ή όχι. Εάν το βήμα είναι μοναδικό

παιδί (δεν υπάρχουν άλλα template στο Workflow DAG που να εξαρτώνται από τους

γονείς του βήματος), η διαδικασία συνεχίζεται προκειμένου να καθοριστεί εάν το εν

λόγω βήμα έχει εκτελεστεί στο παρελθόν. Για να γίνει αυτό, το webhook αναζητά στο

MLMDένα συμπληρωμένο (COMPLETED ή CACHED) Execution με το ίδιο hash που ανήκει

στο ίδιο namespace και έχει ένα μοναδικό RokSnapshot Artifact εξόδου. Εάν όλα αυτά

ικανοποιούνται (εικόνα 3.16), τα αποτελέσματα του βήματος μπορούν να ανακτηθούν

απευθείας από την cache, ενώ το Pod δεν χρειάζεται να εκτελεστεί.

Εάν βρεθεί το ζητούμενο Execution, η διαδικασία είναι μάλλον απλή. Συγκεκριμένα,

το webhook:
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1. Διπλασιάζει τo MLMD Execution (πρόκειται άλλωστε για μια νέα εκτέλεση του

βήματος) και το συνδέει με τοMLMDContext που αντιστοιχεί στη νέα εκτέλεση

του pipeline, αλλά και με τα ίδια MLMD Artifacts με τα οποία συνδέθηκε το

αρχικό MLMD Execution.

2. Προσθέτει 2 labels στο Pod με τα αναγνωριστικά τωνMLMDExecution και Con-

text (όπως θα έκανε το Kale αν το βήμα εκτελούνταν κανονικά):

• pipelines.kubeflow.org/metadata_execution_id

• pipelines.kubeflow.org/metadata_context_id

3. Προσθέτει 2 annotations στο Pod με τα αναγνωριστικά των MLMD Artifacts

εισόδου και εξόδου (όπως θα έκανε το Kale αν το βήμα εκτελούνταν κανονικά):

• pipelines.kubeflow.org/metadata_input_artifact_ids

• pipelines.kubeflow.org/metadata_output_artifact_ids

4. Προσθέτει ένα annotation στο Pod με τις εξόδους του Argo βήματος, τις οποίες

βρίσκει στο σχετικό πεδίο ενός custom property του Execution (βλ. Controller).

5. Θέτει έναν nodeSelector που δεν μπορεί να ικανοποιηθεί, προκειμένου το Pod

να μη δρομολογηθεί ποτέ:

• arrikto.com/non‐existing‐node: node‐does‐not‐exist

6. Προσθέτει ένα label στο Pod για να δηλώσει ότι τα σχετικά μεταδεδομένα γρά-

φτηκαν κανονικά, για την περίπτωση που ένα συστατικό του OSS Kubeflow,

ο Metadata Writer τρέχει παράλληλα: pipelines.kubeflow.org/metadata_‐

written (βλ. Arrikto vs Upstream KFP Cache 3.3.3).

7. Προσθέτει ένα CacheAnnotation annotation στο Pod το οποίο απαιτείται από

τον Controller (βλ. Controller) και περιλαμβάνει την αντιστοίχιση μεταξύ ονο-

μάτων PVC και Rok URL (arrikto.com/cache‐workflow‐step).

8. Αντιγράφει τα Rok snapshots του βήματος σε έναν κουβά με ίδιο όνομα με το

σχετικό KFP experiment και ενημερώνει τα ονόματα και τα μεταδεδομένα τους

με βάση το νέο run ID και όνομα Pod.
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Σχήμα 3.16: KFP Caching; Βρέθηκε Προηγούμενη Εκτέλεση

Από την άλλη πλευρά, εάν δεν βρεθεί κανένα αντίστοιχο MLMD Execution (ή το Pod

δεν πληροί τις προδιαγραφές τις cache, π.χ. λόγω πολλαπλών γονέων ή παιδιών), το

webhook επιτρέπει στο Pod να υποβληθεί χωρίς να κάνει οποιαδήποτε αλλαγή (εικόνα

3.17).

Σχήμα 3.17: KFP Caching; ΔΕΝ Βρέθηκε Προηγούμενη Εκτέλεση

Controller

Τελικά, το Pod υποβάλλεται στο Kubernetes και εντοπίζεται από τον controller της

cache που παρακολουθεί διαρκώς για τη δημιουργία νέων Pod, φιλτράροντας όσα δεν

αντιστοιχούν σε βήματα του Kale (βάσει των υφιστάμενων annotation). Όπως ανα-

φέρθηκε παραπάνω, το webhook επισημειώνει τα Pod βημάτων που ανακτώνται από
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την cache με ένα ειδικό CacheAnnotation. Αυτό χρησιμοποιείται προφανώς από τον

controller για την αναγνώριση των Pod που ανακτήθηκαν από την cache. Την ίδια

στιγμή, ωστόσο, περιέχει μια λίστα από PVCPatches, με όλες τις αντιστοιχίσεις ονομά-

των PVC σε διευθύνσεις Rok URL με τις οποίες αντικαταστάθηκαν πριν τη διαδικασία

κατακερματισμού. Για το βήμα multiplication για παράδειγμα, το σχετικό annotation

θα μπορούσε να μοιάζει ως εξής:

// arrikto.com/cache‐workflow‐step annotation

{

”pvcPatches”: [

{

”pvcName”: ”example‐pipeline‐c8hzn‐split‐a‐workspace‐z8xrq”,

”rokUrl”: ”http://rok.rok.svc.cluster.local/swift/v1/

kubeflow‐user/split‐pipelines/c01a1b6a‐e7c0‐4a23‐b21d‐849d5ac46619

_example‐pipeline‐pvt48‐split‐a‐workspace‐z8xrq

?version=1828f9cb‐eb22‐4e49‐9fc9‐79e278d2be09”

↪→

↪→

↪→

}

]

}

Τα Pod που αντιστοιχούν σε βήματα που ανακτήθηκαν από την cache και υποβάλλο-

νται στο Kubernetes δεν ξεκινούν ποτέ να εκτελούνται, αφού έχουν καταστεί μη δρο-

μολογήσιμα από το webhook (βλ. παραπάνω για τον σχετικό node selector). Ο con-

troller πρέπει να τα παραλάβει και να πραγματοποιήσει τις απαραίτητες αλλαγές, ώστε

ο Argo Workflow Controller να τα αντιληφθεί ως επιτυχώς ολοκληρωμένα βήματα και

να συνεχίσει την εκτέλεση της ροής εργασίας. Για το σκοπό αυτό, ο controller είναι

επιφορτισμένος με την εκτέλεση των εξής:

1. Ενημέρωση της κατάστασης του Pod από Pending σε Successful

2. Ενημέρωση των annotation των PVC που χρησιμοποιούνται από το Pod

Το δεύτερο βήμα αναφέρεται στο rok/origin annotation των PVC, το οποίο ορίζει τη

διεύθυνση URL του Rok snapshot με τα περιεχόμενα του οποίου θα γεμίσει το PVC.

Η κλάση αποθήκευσης του Rok υποστηρίζει τον τρόπο δέσμευσηςWaitForConsumer,

σύμφωνα με τον οποίο, τα PVCs δεν δεσμεύονται σε PVs μέχρι να δρομολογηθεί ένα

Pod που τα χρησιμοποιεί. Το rok/origin annotation μπορεί να αλλάζει όσο το PVC
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βρίσκεται σε κατάσταση Pending, μέχρι να εμφανιστεί ένας καταναλωτής (δηλαδή ένα

Pod που εκτελείται) οπότε το PVC θα «ενυδατωθεί» με τα περιεχόμενα του Rok snap-

shot, στο οποίο παραπέμπει το annotation εκείνη τη χρονική στιγμή.

Όσον αφορά τα Pod που δε βρέθηκαν στην cache (δε φέρουν το αντίστοιχο cache anno-

tation του webhook), ο controller είναι υπεύθυνος για την υποβολή των Argo εξόδων

τους (ανακτώνται από το annotation workflows.argoproj.io/outputs που προστί-

θεται από το βήμα Argo) στο σχετικό MLMD Execution ως ένα custom property, μόλις

ολοκληρωθούν με επιτυχία. Αυτό είναι το custom property που αναφέραμε προηγου-

μένως, από όπου το webhook ανασύρει τις εξόδους των βημάτων.

Arrikto vs Upstream KFP Cache

Σε αυτή την ενότητα περιγράψαμε έναν ιδιόκτητο μηχανισμό caching που έχει σχε-

διαστεί για να καλύψει τη συγκεκριμένη περίπτωση χρήσης μας, η οποία βασίζεται σε

μεγάλο βαθμό στη μετάδοση δεδομένων μέσω volumes. Είναι σημαντικό να σημειωθεί,

ωστόσο, ότι οι βασικές αρχές της υλοποίησης είναι κοινές με την cache του upstream

KFP. Και εκείνη περιλαμβάνει ένα webhook που κατακερματίζει το template βήματος

των υποβαλλόμενων Argo Pod και αποφασίζει αν θα πρέπει να εκτελεστούν ή να ανα-

κτηθούν από την cache, καθώς και έναν «παρατηρητή», με λειτουργικότητα παρόμοια

με αυτή του controller μας.

Η κύρια διαφορά είναι ότι η upstream cache δεν έχει σχεδιαστεί για να λειτουργεί για

μετάδοση δεδομένων με volumes, ενώ μπορεί να χειριστεί γενικευμένα βήματα KFP

χωρίς την ανάγκη για οποιαδήποτε προεπεξεργασία. Το upstream KFP χρησιμοποιεί

ένα ξεχωριστό συστατικό που ονομάζεται Metadata Writer το οποίο διαχειρίζεται σχε-

τικές με το MLMD εργασίες για λογαριασμό των Pod. Στην ουσία, είναι υπεύθυνο για

την καταγραφή και διασύνδεση των Context, Execution και Artifact, αλλά και για την

προσθήκη των σχετικών με το MLMD annotation που είδαμε παραπάνω, λειτουργίες

που στη δική μας περίπτωση υλοποιούνται από τα ίδια τα βήματα με τη βοήθεια του

Kale. Ταυτόχρονα, όμως, για την αποθήκευση των πληροφοριών που σχετίζονται με

τη λειτουργία της cache, χρησιμοποιείται μια ξεχωριστή MySQL βάση δεδομένων αντί

για το MLMD. Τέλος, η upstream υλοποίηση επιλέγει- αντί να καταστήσει τα Pod βη-

μάτων που ανακτώνται από την cache μη δρομολογήσιμα- να τα αφήσει να τρέξουν,

αλλάζοντας την καθορισμένη εικόνα container, ώστε να εκτελούνται απλώς γρήγορα.
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3.4 Συγχρονισμός [Μετα]Δεδομένων

Στην προηγούμενη ενότητα (3.3), ολοκληρώσαμε μια εξαντλητική διερεύνηση των βα-

σικών συστημάτων που εμπλέκονται στην εκτέλεση των Kubeflow Pipelines. Ξεκινή-

σαμε από την ανάπτυξη του pipeline με τη χρήση τουKale, διερευνώντας την προστιθέ-

μενη αξία που προσφέρει το Rok στο επίπεδο διαχείρισης δεδομένων (3.3.1), και προχω-

ρήσαμε εμβαθύνοντας στον υποκείμενο μηχανισμό των Argo Workflows, αναλύοντας

τις διαθέσιμες τεχνικές μετάδοσης δεδομένων του (3.3.2). Αυτά έθεσαν τα θεμέλια ώ-

στε να μπορέσουμε, εν συνεχεία, να περιγράψουμε από άκρο σε άκρο το μηχανισμό του

KFP caching, ο οποίος αποτελεί κρίσιμο συστατικό των Split Pipelines όπως παρουσιά-

στηκαν προηγουμένως (3.2).

Με την ολοκλήρωση αυτής της ανάλυσης, έχουμε πλέον μια στέρεα κατανόηση του τι

συνεπάγεται στην πραγματικότητα η εκτέλεση ενός Kubeflow Pipeline. Επιπλέον, έ-

χουμε ήδη αναδείξει όλες τις πιθανές εξαρτήσεις μεταξύ των βημάτων, καθώς και τα

προαπαιτούμενα για τη λειτουργία του KFP caching, όσον αφορά τα δεδομένα και τα

σχετικά μεταδεδομένα. Σε αυτή την ενότητα, θα συγκεντρώσουμε όλα τα παραπάνω

προκειμένου να συντάξουμε έναν αναλυτικό κατάλογο των δεδομένων που χρειάζεται

να μεταφερθούν μεταξύ δύο τοποθεσιών για την επιτυχή λειτουργία των Split Pipelines,

με χρήση του KFP caching. Ύστερα, θα προχωρήσουμε στην περιγραφή μιας διαδικασί-

ας που επιτρέπει τον συγχρονισμό δεδομένων και μεταδεδομένων μεταξύ τοποθεσιών,

βασισμένη στη λειτουργικότητα λήψης στιγμιοτύπων του Rok και στο Rok Registry.

3.4.1 Το Παζλ των Εξαρτήσεων

Ας ξεκινήσουμε δηλώνοντας ρητά τον στόχο μας. Υπενθυμίζοντας το παράδειγμα των

Split Pipelines που παρουσιάστηκε στην αρχή αυτής της ενότητας (3.2.2), ανεβάζουμε

έναKubeflowPipeline σε τρεις τοποθεσίες και ξεκινάμε μια εκτέλεση στην τοποθεσίαΑ.

Αφού ολοκληρωθούν τα πρώτα δύο βήματα, η εκτέλεση διακόπτεται. Πρέπει να προσ-

διορίσουμε τα δεδομένα που είναι απολύτως απαραίτητα ούτως ώστε η εκτέλεση του

pipeline να συνεχιστεί με επιτυχία στην τοποθεσία B. Το ερώτημα είναι μάλλον απλό:

τι πρέπει να μεταφέρουμε από την τοποθεσία Α στην τοποθεσία Β, ώστε, όταν ενερ-

γοποιηθεί μια εκτέλεση pipeline στη δεύτερη, τα δύο πρώτα βήματα να εμφανίζονται

ως αποθηκευμένα και η εκτέλεση να συνεχίζεται από το τρίτο βήμα, με όλες τις εξαρ-
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τήσεις εισόδου διαθέσιμες, οδηγώντας στην επιτυχημένη ολοκλήρωση των επόμενων

βημάτων;

Έχοντας ήδη εξετάσει τον μηχανισμό χρόνου εκτέλεσης, αντιλαμβανόμαστε ότι υπάρ-

χουν τέσσερα διακριτά κομμάτια τέτοιων δεδομένων, με το καθένα να βρίσκεται σε

διαφορετικό αποθηκευτικό χώρο: ML Metadata, KFP (Argo) artifacts αποθηκευμένα

στο MinIO, Rok snapshots και όλες οι συμπληρωματικές λεπτομέρειες γύρω από τις

εκτελέσεις και τα πειράματα του KFP.

Σχήμα 3.18: Το Παζλ των Εξαρτήσεων

• MLMetadata (MLMD)

Το πρώτο κομμάτι του παζλ είναι, φυσικά, η ραχοκοκαλιά του KFP caching ό-

πως παρουσιάζεται στην ενότητα 3.3.3, το ML Metadata. Το MLMD είναι ο α-

ποθηκευτικός χώρος που περιέχει όλες τις πληροφορίες σχετικά με το caching,

επιτρέποντας στο webhook να προσδιορίζει αν ένα βήμα έχει εκτελεστεί στο πα-

ρελθόν και, αν ναι, να ανακτά τα αποτελέσματά του απευθείας από την καταχώ-

ριση MLMD που αντιστοιχεί στην εκτέλεσή του.

Για να λειτουργήσει το caching με κατανεμημένο τρόπο, οι καταχωρήσειςMLMD

που είναι απολύτως απαραίτητες είναι οι εξής:

– Το Context που αντιστοιχεί στην εκτέλεση του pipeline στη τοποθεσία A,

καθώς και τα σχετικά ContextProperties

– Τα Executions που αντιστοιχούν στην εκτέλεση κάθε βήματος στην τοπο-

θεσία A, καθώς και τα σχετικά ExecutionProperties

Αυτά είναι απολύτως κρίσιμα για να λειτουργήσει το caching. Το webhook

ελέγχει τα Executions που βρίσκονται στο MLMD για να προσδιορίσει αν
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υπάρχει κάποιο με executionhash (arrikto.com/execution‐hash‐key cus-

tom property) που ταιριάζει με το hash του προεπεξεργασμένου template

που εξετάζεται. Σε περίπτωση επιτυχίας, οι έξοδοι των βημάτων ανακτώ-

νται από το αντίστοιχο custom property του Execution

(workflows.argoproj.io/outputs).

– Τα Artifact εξόδου κάθε βήματος που εκτελείται στην τοποθεσία A και τα

σχετικά ArtifactProperties

Αυτά αποτελούν μια ακόμα βασική απαίτηση, καθώς κατέχουν κρίσιμα με-

ταδεδομένα σχετικά με το μηχανισμό μετάδοσης δεδομένων. Αναφερόμα-

στε κυρίως στα RokSnapshotArtifact εξόδου που περιλαμβάνουν τις αντί-

στοιχες διευθύνσεις των Rok snapshot στις ιδιότητές τους (URL), τα οποία

είναι απαραίτητα για τη λειτουργία του μηχανισμού caching και την εκτέ-

λεση της ροής εργασίας γενικότερα, αφού το Rok snapshot εξόδου χρησι-

μοποιείται από το Rok για να ενυδατώσει το PVC που προσαρτάται κάθε

φορά στο επόμενο βήμα (υποθέτοντας ότι εκείνο δε βρίσκεται στην cache).

– Συμπληρωματικές οντότητες MLMD:

* Τα Associations που συνδέουν τα Execution με το Context τους

* Τα Events που συνδέουν τα Artifact με τα Execution τους

* Τα Attributions που συνδέουν τα Artifact με το Context τους

* Κάθε Type και TypeProperty που συνδέεται με τα παραπάνω

Κρίνοντας από την παραπάνω λίστα, είναι προφανές ότι ακόμη και η συγκέντρω-

ση όλων των απαιτούμενων καταχωρήσεων συνεπάγεται σημαντικό διαχειριστι-

κό κόστος. Αυτό δεν είναι το πραγματικό πρόβλημα, ωστόσο. Εκτός από τις

οντότητες *Property, όλες οι άλλες χαρακτηρίζονται από ένα αύξον ακέραιο α-

ναγνωριστικό που χρησιμεύει ως πρωτεύον κλειδί και χρησιμοποιείται για την α-

ναφορά μεταξύ πινάκων (αποφεύγουμε να χρησιμοποιήσουμε τον όρο «σχέση» ή

«συσχέτιση», δεδομένου ότι δεν υπάρχουν πραγματικοί περιορισμοί ξένου κλει-

διού που να ορίζουν αυστηρά τις σχέσεις, όπως αναλύθηκε στην ενότητα 2.4.2).

Λόγω των ανωτέρω, η μεταφορά οντοτήτων μεταξύ διαφορετικών εγκαταστά-

σεων MLMD δεν είναι τετριμμένη, αφού θα απαιτούσε την αλλαγή των τιμών

των αναγνωριστικών των εισαγόμενων οντοτήτων (κατάλληλη ενημέρωση ο-

ποιωνδήποτε αναφερόμενων πινάκων), προκειμένου να αποφευχθούν συγκρού-
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σεις. Ωστόσο, αυτό δεν είναι αποδεκτό· ας φανταστούμε ένα pipeline που εκ-

παιδεύει ένα μοντέλο σε ένα βήμα και το σερβίρει στο επόμενο. Αυτό είναι ένα

συνηθισμένο σενάριο που υποστηρίζεται από τοKale, το οποίο επιτρέπει στους ε-

πιστήμονες δεδομένων να υποβάλλουν το μοντέλο τους ωςMLMDArtifact χρη-

σιμοποιώντας το Kale SDK, και στη συνέχεια να το σερβίρουν, αναφερόμενοι στο

αντίστοιχο Artifact ID. Τι γίνεται αν η εκπαίδευση γίνεται στην τοποθεσία A και

το σερβίρισμα στην τοποθεσία B, όμως; Αν εφαρμόζαμε την αλλαγή του αναγνω-

ριστικού που περιγράφεται παραπάνω, θα καταλήγαμε με το βήμα σερβιρίσματος

να αναφέρεται σε ένα εντελώς διαφορετικό Artifact.

Για να ξεπεράσουμε το παραπάνω ζήτημα, θα πρέπει να το αντιμετωπίσουμε ως

πρόβλημα συγχώνευσης βάσεων δεδομένων. Μια συνηθισμένη λύση για αυτό

είναι η εισαγωγή GUID στη θέση των αρχικών ακέραιων αναγνωριστικών. Τα

GUID (ή UUID) [40] είναι παγκοσμίως (ή καθολικά) μοναδικοί 128-bit αριθμοί

αναφοράς που χρησιμοποιούνται στην πληροφορική, οι οποίοι είναι εξαιρετικά

απίθανο να επαναληφθούν παρά το γεγονός ότι δεν υπάρχει κεντρική αρχή διά-

θεσης GUID που να διασφαλίζει μοναδικότητα. Αρκεί να πούμε ότι, υπάρχουν

περίπου 75.000.000.000.000.000.000.000.000.000 κόκκοι άμμου στη γη, αλλά α-

κόμη και αυτό το πλήθος ωχριά μπροστά στον αριθμό των διαθέσιμων GUID,

340.282.366.920.938.463.463.374.607.431.770.000.000.000, γεγονός που τα καθι-

στά εξαιρετικό εργαλείο για τη συγχώνευση βάσεων δεδομένων και την αποφυγή

συγκρούσεων.

Παρά το γεγονός ότι αυτή η προσέγγιση μπορεί, στην πραγματικότητα, να χρη-

σιμεύσει ως μόνιμη λύση, απαιτεί σημαντικές αλλαγές στο backend του MLMD,

στο frontend του KFP και ενδεχομένως σε άλλες εφαρμογές που διασυνδέονται

μαζί τους (π.χ. Kale) και αναπόφευκτα επιφέρει ανησυχίες αποδοχής από την

κοινότητα, απαιτώντας προσεκτικό σχεδιασμό και προγραμματισμό. Στην επό-

μενη ενότητα (3.4.2) θα παρουσιάσουμε έναν γενικευμένο, αλλά πιο χονδροειδή

μηχανισμό για την αντιμετώπιση του συγχρονισμού των πληροφοριών σχετικών

με το MLMD.

• MinIO

Το MinIO είναι η προεπιλεγμένη αποθήκη αντικειμένων του Kubeflow (2.4.2),

που έχει ρυθμιστεί ως το καθορισμένο αποθετήριο για τα artifacts που παράγο-
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νται από τα βήματα του Argo (3.3.2). Στο σύμπαν του Kubeflow, όπου οι χρήστες

δεν αναμένεται (ή απαιτείται) να γνωρίζουν για το Argo και το μηχανισμό μετά-

δοσης δεδομένων του, αυτά συνήθως αναφέρονται ως KFP artifacts (δεν πρέπει

να συγχέονται με τα MLMD Artifacts).

Προκειμένου να συνεχιστεί επιτυχώς η εκτέλεση της ροής εργασίας στη θέση B,

η ανάκτηση των εξόδων (outputs) του βήματος από το αντίστοιχο MLMD Ex-

ecution δεν αρκεί- τα πραγματικά δεδομένα πρέπει επίσης να συγχρονιστούν!

Στην περίπτωση των KFP artifacts, το custom property του Execution, outputs-

το οποίο είναι απλώς ένα αντίγραφο του αντίστοιχου Pod annotation που δη-

μιουργείται στο τέλος της εκτέλεσης ενός βήματος- περιλαμβάνει μόνο μονοπά-

τια (κλειδιά) προς τα πραγματικά δεδομένα που είναι αποθηκευμένα στοMinIO.

Κατά συνέπεια, είναι επιτακτική ανάγκη τα αντικείμενα στα οποία γίνεται ανα-

φορά και τα οποία ζουν στο MinIO να συγχρονιστούν στην τοποθεσία B, για

να συνεχιστεί επιτυχώς η ροή εργασίας. Όσον αφορά τα MinIO artifacts, δεν

μας απασχολούν πραγματικά οι συγκρούσεις με προϋπάρχοντα αντικείμενα στην

τοποθεσία-στόχο, δεδομένου ότι το Argo φροντίζει να διαμορφώνει τα κλειδιά

τους με βάση πληροφορίες μοναδικές για την εκτέλεση. Παρ’ όλα αυτά, προς το

παρόν, θα επιμείνουμε στη γενικευμένη τακτική συγχρονισμού που αναφέρθηκε

παραπάνω, και για τα KFP artifacts.

• Rok Snapshots

Παρόμοια με ό,τι περιγράφηκε προηγουμένως για τα KFP artifacts και τοMinIO,

ο συγχρονισμός των RokSnapshotMLMDArtifact δεν αρκεί. Απεναντίας, απαι-

τούνται επίπρόσθετα τα πραγματικά δεδομένα. Για το λόγο αυτό, είναι ζωτικής

σημασίας να μεταφέρουμε τα Rok buckets (κουβάδες) που περιέχουν τα ανα-

γκαία Rok snapshots. Αυτά μπορούν να χωριστούν σε δύο κατηγορίες. Από τη

μία πλευρά, έχουμε τα αρχικά Rok snapshot των προσαρτημένων volume, τα ο-

ποία λαμβάνονται κατά τη στιγμή της μεταγλώττισης. Αυτά αποθηκεύονται στο

bucket notebooks κατά σύμβαση και η διεύθυνση URL τους γράφεται στον ορι-

σμό του Workflow που μεταφορτώνεται στο KFP. Αυτή η διεύθυνση URL χρη-

σιμοποιείται από το Kale κατά τη διάρκεια της εκτέλεσης για να ενυδατώσει το

κλωνοποιημένο volume που θα προσαρτηθεί σε κάθε επόμενο βήμα. Εάν αυτό

το snapshot δεν είναι διαθέσιμο, το βήμα create-volume-x και, κατά συνέπεια,
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ολόκληρη η εκτέλεση του pipeline θα αποτύχει.

Από την άλλη πλευρά, πρέπει επίσης να έχουμε κατά νου τα Rok snapshots που

λαμβάνονται αυτόματα στο τέλος κάθε βήματος του Kale. Αυτά αποτελούν καί-

ριο συστατικό του μηχανισμού μετάδοσης δεδομένων για τη μεταφορά σειριο-

ποιημένων δεδομένων μεταξύ των βημάτων, ενώ αντιστοιχούν και στα URL που

όπως αναφέραμε περιλαμβάνονται στα αντίστοιχα MLMD Artifacts. Αυτά το-

ποθετούνται σε κουβάδες, το όνομα των οποίων είναι ίδιο με το σχετικό KFP

experiment.

• Kubeflow Pipelines

Το τελευταίο κομμάτι του παζλ είναι τα συμπληρωματικά μεταδεδομένα γύρω α-

πό τις εκτελέσεις του KFP και τα πειράματα, τα οποία αποθηκεύονται στη βάση

δεδομένων MySQL του KFP API server (2.4.2). Πέρα από την εντολή εκκίνησης

μιας εκτέλεσης στην τοποθεσία B, αυτά έχουν μικρή σημασία κατά τη διάρκεια

της πραγματικής εκτέλεσης. Ωστόσο, αποτελούν ένα μεγάλο μέρος του KFP,

όπως αυτό αναδεικνύεται μέσω του UI και του SDK. Σε κάθε περίπτωση, είναι

σημαντικό να μεταφέρονται μαζί με το υποβληθέν pipeline, προκειμένου να δια-

τηρηθεί η συνοχή ανάμεσα σε όλες τις τοποθεσίες.

3.4.2 ΟΜηχανισμός Συγχρονισμού

Στην προηγούμενη ενότητα, εξετάσαμε τα τέσσερα ξεχωριστά κομμάτια δεδομένων

που πρέπει να μεταφερθούν μεταξύ των τοποθεσιών προκειμένου να πετύχει η κατα-

νεμημένη εκτέλεση ενός pipeline. Δικαιολογήσαμε, ειδικότερα, την αναγκαιότητα για

καθένα από αυτά και προσδιορίσαμε με αρκετά λεπτομερή τρόπο το ακριβές σύνολο α-

παιτούμενης πληροφορίας. Ωστόσο, όπως ήδη αναφέρθηκε στη σχετική με το MLMD

ενότητα, η εφαρμογή μιας λεπτομερούς προσέγγισης μπορεί να αποδειχθεί αρκετά δύ-

σκολη. Για το λόγο αυτό, στην παρούσα ενότητα, θα περιγράψουμε μια πιο γενικευμένη

προσέγγιση που, αν και δεν είναι ιδανική, λειτουργεί και για τα τέσσερα κομμάτια. Ο

προτεινόμενος μηχανισμός βασίζεται στην τεχνολογία λήψης Rok snapshot ολόκληρων

PVC (2.6) σε συνδυασμό με το Rok Registry (2.7), το οποίο προορίζεται για το χειρισμό

του απρόσκοπτου συγχρονισμού μεταξύ των τοποθεσιών.

Η διαδικασία «μετανάστευσης» δεδομένων (migration) που θα μας επιτρέψει να μετα-
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φέρουμε όλα τα απαραίτητα δεδομένα από την τοποθεσία Α στην τοποθεσία Β, αποτε-

λείται ουσιαστικά από δύο φάσεις, backup και restore. Η ιδέα είναι απλή· επιθυμούμε

ουσιαστικά να λάβουμε ένα «αντίγραφο ασφαλείας» (backup) όλων των σχετικών πό-

ρων στην τοποθεσία Α, έτσι ώστε να μπορούμε σε δεύτερο χρόνο να επαναφέρουμε

την κατάστασή τους στην τοποθεσία Β. Πριν προχωρήσουμε στη διερεύνηση του τι α-

κριβώς περιλαμβάνει κάθε φάση, αξίζει να εξερευνήσουμε μερικές θεμελιώδεις έννοιες

σχετικά με μια γενικευμένη διαδικασία μετανάστευσης που υποστηρίζεται από το Rok.

Μια Γενικευμένη Μετανάστευση Δεδομένων

Προτού προχωρήσουμε στη λογική της μετανάστευσης πόρων μεταξύ τοποθεσιών, εί-

ναι αναγκαίο να εξερευνήσουμε πρώτα ορισμένες θεμελιώδεις έννοιες του Rok. Όπως

έχουμε ήδη αναφέρει, το Rok ενσωματώνεται με το Kubernetes μέσω του CSI για την

παροχή προηγμένων δυνατοτήτων αποθήκευσης, όπως δυναμική διάθεση volume, δη-

μιουργία στιγμιοτύπων και δρομολόγηση με επίγνωση της τοπολογίας. Εκτός από την

αντίστοιχη κλάση αποθήκευσης, το Rok προσφέρει τη δική τουVolumeSnapshotClass

που υλοποιεί το μηχανισμό παροχής στιγμιοτύπων volume. Με απλά λόγια, ένα στιγ-

μιότυπο αναπαριστά ένα αντίγραφο ενός volume σε κάποιο σημείο στο χρόνο, το οποίο

μπορεί να χρησιμοποιηθεί για την διάθεση ενός νέου volume (προσυμπληρωμένου με

το περιεχόμενο του στιγμιοτύπου).

Οι υπηρεσίες διαχείρισης δεδομένων του Rok, όπως η δημιουργία στιγμιοτύπων, εκτί-

θενται μέσω του Rok Gateway, το οποίο παρέχει ένα API για τη διαχείριση αντικειμέ-

νων. Το Rok Gateway επιτρέπει την ενσωμάτωση με εξωτερικούς προμηθευτές απο-

θήκευσης και υπολογισμού μέσω της διεπαφής υπηρεσιών του (Rok Gateway Services

API). Μια υπηρεσία του Gateway υποστηρίζει ουσιαστικά δύο ενέργειες:

• register: καταχώριση ενός εξωτερικού πόρου ως αντικείμενο Rok

• present: παρουσίαση ενός αντικειμένου Rok ως εξωτερικό πόρο

Στο σενάριό μας, ένα PVC αποτελεί για το Rok έναν εξωτερικό πόρο. Προκειμένου

να λάβουμε το στιγμιότυπό του, θα πρέπει να το καταχωρίσουμε (register) ως αντικεί-

μενο του Rok. Αυτό είναι εφικτό μέσω του API που παρέχεται από το Rok Gateway,

επιτρέποντάς τη διασύνδεση με την αντίστοιχη υπηρεσία, που είναι υπεύθυνη για την
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καταχώριση των PVC. Ενώ οι υπηρεσίες προορίζονται να προσφέρουν το ορατό στο

χρήστη API, η εκτέλεση της εργασίας καταχώρισης πραγματοποιείται από τον σχε-

τικό Gateway driver, ο οποίος είναι υπεύθυνος για την προεπεξεργασία του αντικει-

μένου PVC και την δημιουργία ενός VolumeSnapshot όπως ορίζεται από την κλάση

volume snapshot του Rok. Το Rok φροντίζει, ακολούθως, για τη δημιουργία στιγμιο-

τύπων των ζητούμενων volume, δηλαδή τον κατακερματισμό (hashing), την απαλοιφή

διπλοτύπων (deduplication) και την οργάνωση σε εκδόσεις (versioning) των περιεχο-

μένων τους, πριν τα αποθηκεύσει ως content-addressable κομμάτια δεδομένων στην

προκαθορισμένη υπηρεσία αποθήκευσης αντικειμένων (π.χ. Amazon S3). Τέλος, θα

καταχωρίσει το προκύπτον στιγμιότυπο στο Rok Gateway ως αντικείμενο Rok.

Από την άλλη πλευρά, το Rok επιτρέπει την παρουσίαση (present) ενός αντικειμένου

Rok ως PVC. Όπως αναφέρθηκε προηγουμένως, αυτό είναι εφικτό με τη διάθεση ενός

νέου PVC και τον προσδιορισμό του Rok snapshot URL, με το περιεχόμενο του οποίου

θα ενυδατωθεί το ζητούμενο volume, μέσω του PVC annotation rok/origin.

Έχοντας καλύψει τα βασικά σχετικά με τη λήψη στιγμιοτύπων Rok από PVC, καθώς και

την ανακατασκευή των PVC από τα αντίστοιχα στιγμιότυπα, αξίζει να προχωρήσουμε

στον μηχανισμό που θα επιτρέψει την κοινή χρήση στιγμιοτύπων μεταξύ τοποθεσιών.

Έχουμε ήδη δει ότι το Rok χρησιμοποιεί την έννοια των κουβάδων (buckets) για την

ομαδοποίηση συναφών αντικειμένων. Εκτός από τους τοπικούς κουβάδες, οι οποίοι

περιορίζονται μέσα σε ένα μόνο Rok cluster, το Rok Gateway υποστηρίζει μη-τοπικούς,

δημόσιους κουβάδες οι οποίοι θα αναφέρονται εφεξής ως global, που μπορούν να συγ-

χρονιστούν με άλλες εγκαταστάσεις Rok, μέσω ενός «σμήνους» ή swarm από RokGate-

ways. Μια ειδική διεργασία σε κάθε Gateway, οThrower, είναι υπεύθυνη για το χειρισμό

των λειτουργιών που απαιτούνται για τους global κουβάδες, συμπεριλαμβανομένης της

μετακίνησης (ρίψη και λήψη) των αντίστοιχων δεδομένων εντός ενός σμήνους.

Οι global κουβάδες μπορούν να είναι είτε δημοσιευμένοι ή published είτε εγγεγραμ-

μένοι ή subscribed. Για να δημοσιευτεί ένας κουβάς, απαιτείται να δημιουργηθεί και

να του ανατεθεί μια αναφορά στο Rok Registry, στην οποία μπορούν να εγγραφούν,

έπειτα, άλλοι κουβάδες. Αυτή η αναφορά του Rok Registry περιέχει το μοναδικό ανα-

γνωριστικό του σμήνους όπου ανήκει ο κουβάς. Τα περιεχόμενα ενός δημοσιευμένου

κουβά συγχρονίζονται εντός του σμήνους. Αντίστοιχα, ένας κουβάς μπορεί να εγγρα-

φεί σε κάποια δημοσιευμένη αναφορά σε ένα Rok Registry, προκειμένου να γίνει μέλος
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του σμήνους και να λαμβάνει τα περιεχόμενα ενός δημοσιευμένου κουβά. Ο συγχρο-

νισμός μεταξύ των μελών ενός σμήνους συμβαίνει ασύγχρονα και συντονίζεται άμεσα

από τις διεργασίες thrower των Gateway.

Λαμβάνοντας υπόψη τα παραπάνω, η γενικευμένη διαδικασία μετανάστευσης δεδομέ-

νων είναι αρκετά απλή, όπως απεικονίζεται στο ακόλουθο διάγραμμα.

Σχήμα 3.19: Μια Γενικευμένη Μετανάστευση Δεδομένων

Πιο συγκεκριμένα, προκειμένου να μεταφερθεί το περιεχόμενο ενός PVC από την το-

ποθεσία Α στην τοποθεσία Β, απαιτούνται τα ακόλουθα βήματα:

1. Λήψη PVC snapshot (Τοποθεσία Α)

2. Δημοσίευση του αντίστοιχου Rok κουβά σε μια αναφορά Rok Registry (Τοποθε-

σία Α)

3. Δημιουργία ενός Rok κουβά και εγγραφή του στην παραπάνω αναφορά στο Rok

Registry (Τοποθεσία Β)

• Ο συγχρονισμός του περιεχομένου του κουβά γίνεται ασύγχρονα

• Προτού συνεχίσουμε πρέπει να βεβαιωθούμε ότι ο συγχρονισμός έχει ολο-

κληρωθεί

4. Ανακατασκευή PVC από το Rok snapshot (Τοποθεσία B) (περισσότερα σχετικά

με αυτό στην ενότητα 3.4.2)
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Backup

Η backup φάση της γενικευμένης μεθοδολογίας μετανάστευσης δεδομένων διαρθρώ-

νεται ουσιαστικά σε 2 βήματα, ως εξής:

Backup = Λήψη Snapshot + Δημοσίευση στο Registry

Πιο συγκεκριμένα, για κάθε πόρο που περιγράφεται στην προηγούμενη ενότητα (3.4.1),

πρέπει πρώτα να καταγράψουμε τα αντίστοιχα δεδομένα. Ο απλούστερος και βολικό-

τερος τρόπος για να το επιτύχουμε είναι λαμβάνοντας ένα στιγμιότυπο Rok ολόκλη-

ρου του PVC που υποστηρίζει κάθε μία από τις αντίστοιχες αποθήκες δεδομένων. Η

αντιστοίχιση μεταξύ των απαιτούμενων πόρων, της αποθήκης όπου βρίσκονται και του

αντίστοιχου PVC, όλα στο kubeflow namespace, εμφανίζεται στον ακόλουθο πίνακα.

Πόρος Αποθήκη PVC

MLMD Artifacts MLMD MySQL DB metadata‐mysql

KFP (Argo) artifacts MinIO Object Store minio‐pv‐claim

Μεταδεδομένα εκτελέσεων KFP KFP API Server MySQL DB mysql‐pv‐claim

Μεβάση τα παραπάνω, κατά τηφάση του backup, πρέπει να λάβουμεRok snapshots για

3PVCστοkubeflow namespace: metadata‐mysql, minio‐pv‐claim, mysql‐pv‐claim.

Αυτά τα snapshot αποθηκεύονται σε Rok κουβάδες στο ίδιο namespace. Για λόγους α-

πλούστευσης, υποθέτουμε ότι κάθε snapshot αποθηκεύεται σε ξεχωριστό κουβά. Το

επόμενο βήμα, σύμφωνα με τη διαδικασία μετανάστευσης είναι η δημοσίευση αυτών

των κουβάδων σε ένα Rok Registry. Ας μην ξεχνάμε ότι, εκτός από τους κουβάδες που

περιέχουν τα PVC snapshot που αντιστοιχούν στις αποθήκες δεδομένων του Kubeflow,

πρέπει επίσης να δημοσιεύσουμε τους κουβάδες που περιέχουν τα απαιτούμενα Rok

snapshots για τη μετάδοση δεδομένων, όπως περιγράφεται στην ενότητα 3.4.1. Η πλή-

ρης διαδικασία του backup συνοψίζεται στο ακόλουθο διάγραμμα.

Σχήμα 3.20: Φάση 1: Backup
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Restore

Έχοντας περιγράψει το μηχανισμό του backup, μπορούμε να θεωρήσουμε τη φάση του

restore ως την ακριβώς αντίστροφη διαδικασία, η οποία αποτελείται, εν γένει, από τα

ακόλουθα 2 βήματα:

Restore = Εγγραφή στο Registry + Ανάκτηση Δεδομένων από Snapshot

Το πρώτο βήμα συνίσταται στη δημιουργία ορισμένων τοπικών κουβάδων και την εγ-

γραφή αυτών στις αναφορές Rok Registry που δημιουργήθηκαν κατά τη φάση του

backup. Η εγγραφή των κουβάδων στις αναφορές θα τους προσθέσει στα αντίστοιχα

σμήνη, ενεργοποιώντας το συγχρονισμό δεδομένων μεταξύ των Rok Gateway. Μόλις

αυτός ολοκληρωθεί (δηλ. δεν υπάρχουν εκκρεμείς λήψεις), μπορούμε να προχωρή-

σουμε στην επαναφορά των αρχικών πόρων από τα Rok snapshot. Όσον αφορά τους

κουβάδες που περιέχουν τα auto-snapshot των βημάτων, αφού ολοκληρωθεί η λήψη

του περιεχομένου τους, δεν απαιτείται καμία περαιτέρω ενέργεια, καθώς το Kale γνω-

ρίζει πώς να τα χειριστεί κατά την εκτέλεση του βήματος. Για τα PVC snapshots που

αντιστοιχούν στις αποθήκες του Kubeflow, πρέπει να διασφαλίσουμε επιπρόσθετα την

«παρουσίασή» τους.

Στην περίπτωσή μας, και οι δύο τοποθεσίες αντιστοιχούν σε εγκαταστάσεις του Kube-

flow και, ως εκ τούτου, αναμένουμε ότι θα είναι στημένες με παρόμοιο τρόπο. Με άλλα

λόγια, τα PVC που ζουν στην τοποθεσία A, πιθανόν να υπάρχουν ήδη στην τοποθεσία

B. Αυτό σημαίνει, ουσιαστικά, ότι η απλή επαναφορά των PVC από τα αντίστοιχα snap-

shot, θα οδηγούσε σε συγκρούσεις ονομάτων. Προκειμένου η κατάσταση στην τελική

τοποθεσία να ταιριάζει με εκείνη της αρχικής, είναι υποχρεωτικό τα υπάρχοντα PVC

να αντικατασταθούν. Η αντικατάσταση ενός PVC συνεπάγεται τα ακόλουθα τέσσερα

βήματα:

1. Κλιμάκωση σε 0 αντίγραφα (scale down) του Deployment που είναι υπεύθυνο

για τη διαχείριση του αποθηκευτικού χώρου που υποστηρίζεται από κάθε PVC

Αυτό είναι ζωτικής σημασίας για τη διατήρηση της συνέπειας των δεδομένων.

Κατά τη διαδικασία αντικατάστασης του PVC, κανείς δεν θα πρέπει να μπορεί να

διαβάσει ή να γράψει στην αντίστοιχη αποθήκη. Διαφορετικά, αυτή θα μπορούσε

να οδηγηθεί σε ασυνεπή κατάσταση, περιέχοντας ληγμένα ή ανακριβή δεδομένα.
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2. Διαγραφή του παλιού PVC

Αυτό το βήμα είναι υποχρεωτικό για την επιτυχή δημιουργία του νέου PVC. Ω-

στόσο, συνεπάγεται απώλεια δεδομένων, καθώς όλα τα προϋπάρχοντα δεδομέ-

να στην τοποθεσία B θα διαγραφούν και θα αντικατασταθούν από εκείνα που

μεταφέρονται από την τοποθεσία Α.

3. Δημιουργία ενός νέου PVC και ενυδάτωση αυτού με τα περιεχόμενα του αντί-

στοιχου Rok snapshot

4. Επαναφορά του Deployment στην πρότερη κατάσταση (scale up)

Συνοψίζοντας, η φάση του restore περιλαμβάνει την ανάκτηση των σχετικών δημοσιευ-

μένων snapshot από μια αναφορά στο Rok Registry και την επαναφορά των τριών PVC

των αποθηκών του Kubeflow, ακολουθώντας τη διαδικασία που περιγράφηκε παραπά-

νω. Σχηματικά, αυτό απεικονίζεται στο ακόλουθο διάγραμμα.

Σχήμα 3.21: Φάση 2: Restore

Πριν προχωρήσουμε, είναι απαραίτητο να τονίσουμε για άλλη μια φορά ότι η παρα-

πάνω προσέγγιση δεν είναι ιδανική. Η λήψη και ο συγχρονισμός snapshot ολόκληρων

PVC είναι δυνητικά πιο αργή από τη βέλτιστη, λεπτομερή λύση. Ταυτόχρονα, η απώ-

λεια δεδομένων που αναπόφευκτα προκαλείται στην τελική τοποθεσία, σε περίπτωση

που αυτή δεν αποτελεί τέλειο καθρέφτη της αρχικής, δεν μπορεί να γίνει ανεκτή στις

περισσότερες περιπτώσεις. Ωστόσο, αυτή η λύση καταφέρνει να ξεπεράσει τις προ-

κλήσεις συγχώνευσης δεδομένων που περιγράφονται στην παράγραφο 3.4.1, χωρίς να

απαιτεί αλλαγές σε εξωτερικό λογισμικό. Αποτελεί, ως εκ τούτου, μια πιο γενική, αλλά

και ιδιαίτερα βολική προσέγγιση για την υποστήριξη μιας proof of concept υλοποίησης

του προτεινόμενου μηχανισμού μας.
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3.5 Πρόωρη Διακοπή

Το τελευταίο κομμάτι στην πυραμίδα των Split Pipelines, όπως ορίζεται στην παρά-

γραφο 3.2.1 είναι η πρόωρη διακοπή ή early stopping, ένας όρος που εισαγάγαμε για

να περιγράψουμε τη διακοπή της εκτέλεσης ενός pipeline μετά την ολοκλήρωση της

εκτέλεσης κάποιου βήματος, χωρίς να χρειάζεται να περιμένουμε για την ολοκλήρωση

του πλήρους pipeline (δηλαδή όλων των βημάτων του). Χρησιμοποιώντας την ειδική

DSL του Kale, μπορούμε εύκολα να προσομοιώσουμε την πρόωρη διακοπή, ορίζοντας

βήματα στη συνάρτηση του pipeline που εκτελούνται υπό όρους.

Επανερχόμενοι στο παράδειγμά μας με τα βήματα addition και multiplication, μπο-

ρούμε να εισάγουμε μια συνθήκη για να ελέγξουμε αν θα εκτελεστεί το βήμαmultipli-

cation. Προσθέτουμε, έτσι, την παράμετρο εισόδου του pipeline, stop, που ισούται με

1 όταν το notebook εκτελείται σε ένα Pod που περιέχει τη συμβολοσειρά split‐a στο

όνομά του και 0 σε κάθε άλλη περίπτωση (στο παράδειγμά μας, αυτό θα ισούται με 1

για την τοποθεσία A και 0 για την τοποθεσία B).

import os

from kale.sdk import pipeline, step

@step(name=”addition”)

def add(a: int, b: int) ‐> int:

return a + b

@step(name=”multiplication”)

def mult(a: int, b: int) ‐> int:

return a * b

@pipeline(name=”example‐pipeline”, experiment=”split‐pipelines”)

def ml_pipeline(a: int = 6, b: int = 8, stop: int = 0):

sum = add(a, b)

if stop == 0:

res = mult(3, sum)

if __name__ == ”__main__”:

stopper = 1 if ”split‐a” in os.getenv(”HOSTNAME”) else 0

ml_pipeline(stop=stopper)
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Μετά τη μεταγλώττιση, ο παραπάνω ορισμός pipeline οδηγεί σε μια ροή εργασίας Argo

αρκετά παρόμοια με αυτή που ερευνήσαμε στην ενότητα 3.3. Η κύρια διαφορά είναι ότι

το template του multiplication έχει αντικατασταθεί από ένα kale-condition, το οποίο

αποτιμά τη συνθήκη (που ορίζεται από τη ρήτρα where στο Argo template) ανάλογα

με την παράμετρο του pipeline, stop, και περιλαμβάνει το multiplication στο δικό του

DAG. Παρακάτω παρουσιάζουμε μόνο τα αλλαγμένα μέρη της ροής εργασίας, με τα

create-volume-1, addition και multiplication να παραμένουν ακριβώς τα ίδια.

‐ name: example‐pipeline

inputs:

parameters:

‐ {name: a}

‐ {name: b}

‐ {name: rok_split_a_workspace_z8xrq_url}

‐ {name: stop}

dag:

tasks:

‐ name: addition

template: addition

dependencies: [create‐volume‐1]

arguments:

parameters:

‐ {name: a, value: ’{{inputs.parameters.a}}’}

‐ {name: b, value: ’{{inputs.parameters.b}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

‐ name: create‐volume‐1

template: create‐volume‐1

arguments:

parameters:

‐ {name: rok_split_a_workspace_z8xrq_url,

value: ’{{inputs.parameters.rok_split_a_workspace_z8xrq_url}}’}

‐ name: kale‐condition‐1

template: kale‐condition‐1

when: ’”{{inputs.parameters.stop}}” == ”0”’

dependencies: [addition, create‐volume‐1]

arguments:

parameters:

‐ {name: addition‐out,
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value: ’{{tasks.addition.outputs.parameters.addition‐out}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

‐ {name: stop, value: ’{{inputs.parameters.stop}}’}

‐ name: kale‐condition‐1

inputs:

parameters:

‐ {name: addition‐out}

‐ {name: create‐volume‐1‐name}

‐ {name: stop}

dag:

tasks:

‐ name: multiplication

template: multiplication

arguments:

parameters:

‐ {name: addition‐out, value: ’{{inputs.parameters.addition‐out}}’}

‐ {name: create‐volume‐1‐name, value: ’{{inputs.parameters.create‐volume‐1‐name}}’}

‐ {name: stop, value: ’{{inputs.parameters.stop}}’}

Η εκτέλεση του παραπάνω pipeline στην τοποθεσία A (το όνομα του notebook είναι

split‐a), θα οδηγήσει στην ολοκλήρωση του run αμέσως μετά το βήμα addition, με τη

συνθήκη να αποτιμάται ως True. Από την άλλη πλευρά, στην τοποθεσία B, ολόκληρο

το pipeline εκτελείται κανονικά (όνομα notebook == split‐b).

Παρόλο που η παραπάνω προσέγγιση επιτρέπει κάποια ψευδοελεγχόμενη εκτέλεση ε-

νός pipeline που μπορεί να προσομοιώσει την πρόωρη διακοπή, είναι αρκετά περιορι-

στική και αναιρεί τον κύριο σκοπό του Kale, την εξάλειψη, δηλαδή, της ανάγκης για

κώδικα που είναι άσχετος με την πραγματική επιχειρησιακή λογική. Για το λόγο αυτό,

μας είναι σαφές, ότι η πρόωρη διακοπή θα πρέπει να αποτελεί ανεξάρτητη λειτουργία,

υποστηριζόμενη από το KFP και το Argo, ώστε να επιτρέπει τον ορισμό των σημείων

διακοπής κατά την ενεργοποίηση μιας εκτέλεσης, χωρίς να αλλοιώνεται ο ορισμός του

pipeline (δηλ. το αντίστοιχο Workflow spec). Φαίνεται ότι θα ήταν εφικτό το KFP να

προσθέτει το σημείο διακοπής ως annotation στο Workflow (ακριβώς πριν την υποβά-

λει στο Kubernetes), το οποίο ο Argo Workflow Controller θα μπορούσε να αναλύσει

και, με μικρές αλλαγές στη λογική του χρόνου εκτέλεσης, να προσαρμόσει την εκτέλε-

ση της ροής εργασίας αναλόγως.
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4
Υλοποίηση

Στα προηγούμενα κεφάλαια παρουσιάσαμε το κίνητρο πίσω από το μηχανισμό των Split

Pipelines, εκθέσαμε το θεμελιώδες θεωρητικό υπόβαθρο και διεισδύσαμε στο εσωτερικό

των συστημάτων που υποστηρίζουν και επηρεάζουν το σχεδιασμό μας. Η κατανόηση

αυτής της πολύπλοκης χορογραφίας, με όλα τα εμπλεκόμενα κινούμενα μέρη, υπήρξε

πράγματι μια σημαντική πρόκληση, καθώς και βασικό τμήμα της παρούσας διπλωμα-

τικής. Αυτό δεν σημαίνει, ωστόσο, ότι το έργο δεν περιλάμβανε και ένα σημαντικό

προγραμματιστικό μέρος. Σε αυτή την ενότητα θα επικεντρωθούμε σε ορισμένα εν-

διαφέροντα κομμάτια της υλοποίησης, εμβαθύνοντας στις τεχνικές λεπτομέρειες της

διαδικασίας συγχρονισμού [μετα]δεδομένων.

4.1 Μετανάστευση Δεδομένων

Ένα βασικό συστατικό του μηχανισμού Split Pipelines και της προσπάθειάς μας, ευρύ-

τερα, είναι αναμφίβολα ο συγχρονισμός [μετα]δεδομένων, ο οποίος περιγράφεται στην

ενότητα 3.4. Κατά το σχεδιασμό και την ανάπτυξη αυτής της λειτουργικότητας, έπρε-

πε να λάβουμε υπόψη μας ορισμένους παράγοντες. Για αρχή, η ανάγκη μετανάστευσης

δεδομένων, όπως διαπιστώθηκε για το μηχανισμό των Split Pipelines, συνέπεσε με έ-

να πολύ μεγαλύτερο έργο που στόχευε στη μεταφορά του συνόλου της σχετικής με

το Kubeflow πληροφορίας μεταξύ συστοιχιών Kubernetes, συμπεριλαμβανομένων των

notebook, των υπηρεσιών εξαγωγής συμπερασμάτων (inference services), πόρων του

Kubernetes όπως προφίλ χρηστών, και άλλων, πέρα από τα PVC και τους κουβάδες του

Rok που ήδη αναφέραμε στην ενότητα 3.4.2. Κατά συνέπεια, έπρεπε να σχεδιάσουμε
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ένα εργαλείο που θα παρείχε μια επεκτάσιμη διεπαφή, με σκοπό να καλύψει την τρέ-

χουσα, καθώς και κάθε μελλοντική λίστα πόρων προς μεταφορά, καταλήγοντας σε μια

αρθρωτή δομή, όπου κάθε πόρος (π.χ. MLMD, Rok κουβάδες, notebooks) ελέγχονται

από μια ανεξάρτητη εργασία.

Επιπλέον, προκειμένου να αντιμετωπιστούν και οι δύο φάσεις της μετανάστευσης δε-

δομένων, backup και restore, (3.4.2), αναπτύξαμε δύο εργαλεία, με τη μορφή διαδραστι-

κών προγραμμάτων γραμμής εντολών, τα οποία θα αποκαλούμε στο εξής rok-backup

και rok-restore, αντίστοιχα. Για αυτά, στηριχτήκαμε στην πλούσια πηγή βοηθητικών

βιβλιοθηκών του Rok, αξιοποιώντας τις υπάρχουσες λύσεις για την ανάπτυξη διεπαφών

γραμμής εντολών, τη λήψη και την επικύρωση της εισόδου του χρήστη και την εμφά-

νιση της εξόδου, δηλαδή τις κλάσεις RokCLI και Question, οι οποίες εξάλειψαν την

ανάγκη για τετριμμένο κώδικα και μας επέτρεψαν να επικεντρωθούμε στη ζητούμενη

επιχειρησιακή λογική.

Όπως έχει ήδη αναφερθεί στο κεφάλαιο της σχεδίασης, ο μηχανισμός μας βασίζεται σε

μεγάλο βαθμό στις πλατφόρμες Rok και Rok Registry. Ευτυχώς, το μεγαλύτερο μέρος

της απαιτούμενης λειτουργικότητας γύρω από την αντιμετώπιση των αντικειμένων του

Rok- π.χ. η καταχώριση και παρουσίαση πόρων- και το χειρισμό των κουβάδων βρέ-

θηκε ήδη υλοποιημένη, διαθέσιμη μέσω των client για το Rok και το Rok Registry που

διευκολύνουν την πρόσβαση στο API του Rok. Από την άλλη πλευρά, για την επι-

κοινωνία με το API του Kubernetes χρησιμοποιήσαμε τα περιτυλίγματα του Rok γύρω

από τα μοντέλα αντικειμένων του Kubernetes που απλοποιούν σημαντικά την ανάπτυ-

ξη. Θα έχουμε την ευκαιρία να μιλήσουμε για τα παραπάνω στις επόμενες ενότητες,

όπου θα παρέχουμε ένα περίγραμμα της υλοποίησης, με δείγματα κώδικα. Ολόκληρη η

υλοποίηση, όπως επίσης και οι client και οι διεπαφές που αναφέραμε, είναι γραμμένες

σε Python.

4.1.1 Προαπαιτούμενα

Για να λειτουργήσει ο μηχανισμός μας, υπάρχουν ορισμένα προαπαιτούμενα που εντάσ-

σονται ουσιαστικά σε δύο κατηγορίες. Από τη μία πλευρά, υπάρχουν προϋποθέσεις

σχετικές με τη διαμόρφωση της υποδομής προκειμένου να επιτυγχάνει η μετανάστευ-

ση. Από την άλλη, έχουμε λιγότερο κρίσιμες, αλλά σίγουρα σημαντικές ρυθμίσεις που

παρέχονται κατά το χρόνο εκτέλεσης ως είσοδοι χρήστη.
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• Προϋποθέσεις Υποδομής

– Μια λειτουργική εγκατάσταση του Rok Registry

– Δύο λειτουργικές συστοιχίες EKF (τοποθεσία Α και Β, αντίστοιχα)

* Ένας χρήστης με δικαιώματα διαχειριστή και στις δύο συστοιχίες

* Καταχώρηση συστοιχιών Rok στο Rok Registry

* Ρύθμιση συστοιχιών Rok, ώστε να επιτρέπουν συγχρονισμό (άνοιγμα

κατάλληλων θυρών για την επικοινωνία των thrower)

– Ένα token πρόσβασης στο Rok Registry

– Τα προγράμματα rok-backup και rok-restore διαθέσιμα

• Ρυθμίσεις Χρήστη

Αυτές παρέχονται μέσω του μηχανισμού ερωτήσεων που αναφέρθηκε προηγου-

μένως. Οι πιο σημαντικές είναι οι εξής:

– Η διεύθυνση URL της συστοιχίας Rok (συνήθως ανακτάται από μια μετα-

βλητή περιβάλλοντος που έχει ρυθμιστεί εκ των προτέρων)

– Ένα token πρόσβασης στη συστοιχία Rok (συνήθως ανακτάται από μια με-

ταβλητή περιβάλλοντος που έχει ρυθμιστεί εκ των προτέρων)

– Η διεύθυνση URL του Rok Registry

– Το token πρόσβασης στο Rok Registry

– Ένα πρόθεμα κουβά Rok: αφορά τους κουβάδες που δημιουργούνται για

την αποθήκευση των στιγμιοτύπων μετανάστευσης

– Ένα πρόθεμα κουβά Rok Registry: αφορά τους κουβάδες του Rok Registry

(αναφορές) που θα χρησιμοποιηθούν για τον συγχρονισμό (δημοσίευση-

/συνδρομή των αντίστοιχων τοπικών κουβάδων)

4.1.2 BaseMigration

Προχωρώντας στην υλοποίηση, είναι λογικό να ξεκινήσουμε τη διαδικασία από την αρ-

χή, με την εργασία BaseMigration που δημιουργήθηκε για τη συγκέντρωση της κοινής

λειτουργικότητας, συμπεριλαμβανομένων των βοηθητικών μεθόδων για την αντιμετώ-

πιση του χειρισμού πόρων του Rok και του Kubernetes. Αυτή θα είναι η γονική κλάση
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κάθε άλλης εργασίας μετανάστευσης τόσο στην πλευρά του backup όσο και του restore.

Ο ορισμός και ο κατασκευαστής της φαίνονται παρακάτω.

class BaseMigration(object):

”””Base script to migrate resources in a Kubernetes cluster.”””

resource_name = ”Resource”

@property

def resource_plural(self):

return ”%ss” % self.resource_name

def __init__(self, qctx=None, cli_args=None):

# Store the questions and CLI context

self.qctx = qctx

self.args = cli_args

# Load Kubernetes config

config.load_config()

# Initialize Kubernetes API clients

self.pod_client = client.PodClient()

self.ns_client = client.NamespaceClient()

self.deployment_client = client.DeploymentClient()

self.pvc_client = client.PersistentVolumeClaimClient()

# Use execution timestamp as the migration ID

self.migration_id = timeutils.isoformat(timeutils.now())

Όσον αφορά τον παραπάνω κατασκευαστή, υπάρχουν λίγα μόνο πράγματα άξια ανα-

φοράς. Για αρχή, μπορούμε να επαληθεύσουμε ότι διατηρεί το καθολικό πλαίσιο ερω-

τήσεων (δηλ. qctx) και τα ορίσματα του CLI που μεταβιβάστηκαν κατά την αρχικοποί-

ηση. Μπορούμε μόνο να υποθέσουμε προς το παρόν ότι αυτές οι εργασίες καλούνται

από κάποια εκτέλεση του CLI που παρέχει το αντίστοιχο πλαίσιο (περισσότερα σχε-

τικά με αυτό αργότερα). Επιπλέον, αυτός ο κατασκευαστής είναι υπεύθυνος για τη

φόρτωση των ρυθμίσεων (config) του Kubernetes (μέσω του σχετικού περιτυλίγματος

του Rok, config) και την αρχικοποίηση των API client του Kubernetes που θα χρησιμο-

ποιούνται από περισσότερες από μία εργασίες μετανάστευσης. Στην προκειμένη, μας

ενδιαφέρει κυρίως ο PersistentVolumeClaimClient, που θα χρησιμοποιηθεί για την

ανάκτηση και δημιουργία PVC.
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Πριν προχωρήσουμε παρακάτω, αξίζει να αφιερώσουμε λίγο χρόνο για μελετήσουμε

ορισμένες από τις πιο σημαντικές βοηθητικές μεθόδους που υλοποιούνται ως μέρος

της βασικής κλάσης μετανάστευσης.

Διαχείριση των PVC

Δύο από τις πιο σημαντικές βοηθητικές μεθόδους της BaseMigration αφορούν την α-

ντιμετώπιση των PVC: snapshot_pvc και delete_pvc. Η πρώτη παρουσιάζεται παρα-

κάτω και έχει σκοπό τη δημιουργία ενός PVC Rok snapshot και την καταχώριση αυτού

ως αντικείμενο Rok. Ως ορίσματα, λαμβάνει έναν αρχικοποιημένο Rok client, το όνομα

του PVC, το στιγμιότυπο του οποίου ζητείται να ληφθεί, το όνομα του Rok κουβά, όπου

θα αποθηκευτεί το αντικείμενο και ορισμένα προαιρετικά μεταδεδομένα στιγμιότυπου.

Το πραγματικό στιγμιότυπο λαμβάνεται με μια κλήση στη μέθοδο version_register

του Rok client, η οποία είναι υπεύθυνη για την καταχώριση ενός αντικειμένου Rok,

χρησιμοποιώντας μια συγκεκριμένη υπηρεσία του Gateway και τον αντίστοιχο driver.

Η υπηρεσία σε αυτή την περίπτωση ονομάζεται “dataset”, και γνωρίζει πώς να χειρι-

στεί τις παρεχόμενες παραμέτρους για τη λήψη ενός στιγμιότυπου του PVC και την

καταχώριση του στο Gateway.

def snapshot_pvc(self, rok, pvc_name, bucket, metadata=None):

”””Snapshot a PVC in a namespace.”””

log.info(”Creating a snapshot of PVC ’%s’ in namespace ’%s’ ...”,

pvc_name, rok.account)

commit_title = ”Snapshot PVC ’%s’” % pvc_name

commit_message = (”Snapshot PVC ’%s’ as part of a cluster migration”

% pvc_name)

params = {”dataset”: pvc_name,

”namespace”: rok.account,

”commit_title”: commit_title,

”commit_message”: commit_message,

”metadata”: metadata}

try:

task_info = rok.version_register(bucket, pvc_name, ”dataset”,

params, wait=True)
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except RokClientError as e:

log.error(u”Could not snapshot PVC ’%s/%s’: %s”, rok.account,

pvc_name, e)

raise

log.info(”Successfully snapshotted PVC ’%s’ in namespace ’%s’ via Rok”

” task %s”, pvc_name, rok.account, task_info[”task”][”id”])

Από την άλλη πλευρά, το delete_pvc είναι ένα βολικό περιτύλιγμα γύρω από την α-

ντίστοιχη κλήση του Kubernetes client για τα PVC, ο οποίος χειρίζεται τη διαγραφή

ενός PVC, επιστρέφοντας μόνο αφού το αντικείμενο έχει διαγραφεί πραγματικά.

def delete_pvc(self, name, namespace):

”””Delete namespaced PVC.”””

log.info(”Deleting PVC ’%s’ in namespace ’%s’”, name, namespace)

return self.pvc_client.blocking_delete(name, namespace)

Ένα άλλο χρήσιμο εργαλείο, στο οποίο θα βασιστούμε σε μεγάλο βαθμό, είναι οι βοηθη-

τικές μέθοδοι για την κλιμάκωση των Kubernetes Deployment. Ειδικότερα, παρέχουμε

ένα περιτύλιγμα γύρω από τον αντίστοιχο Kubernetes client που επιτρέπει την προσαρ-

μογή του αριθμού των αντιγράφων (replicas) που αποτελούν μέρος ενός Deployment.

Όπως αναφέρεται στη σχετική ενότητα σχεδιασμού, κατά την αντικατάσταση των PVC

που υποστηρίζουν μια βάση δεδομένων, είναι επιτακτική ανάγκη να περιορίζουμε το α-

ντίστοιχο Deployment σε 0 αντίγραφα (scale down), προκειμένου να αποφύγουμε την

εμφάνιση ασυνεπειών.

Ωστόσο, είναι επίσης ζωτικής σημασίας να διασφαλίσουμε ότι το εν λόγω Deployment

θα επανέλθει στην πρότερη κατάστασή του (scale up), μετά την επιτυχή αντικατάστα-

ση του PVC, προκειμένου να είναι σε θέση να λαμβάνει και να χειρίζεται μελλοντικά

αιτήματα. Για το λόγο αυτό, παρέχουμε επιπρόσθετα έναν βολικό διαχειριστή περι-

βάλλοντος (context manager), τον οποίο θα χρησιμοποιήσουμε για να ελέγξουμε τις

σχετικές με την αντικατάσταση ενέργειες, δίνοντας μια ψευδαίσθηση ατομικότητας.
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def _scale_deployment(self, name, namespace, replicas, **kwargs):

”””Scale Deployment to match provided number of replicas.”””

log.info(”Scaling Deployment ’%s’ in namespace ’%s’ to %d replicas”,

name, namespace, replicas)

self.deployment_client.scale(name, namespace, replicas, **kwargs)

@contextmanager

def scale_deployment(self, name, namespace, p):

”””Scale down/up a deployment before/after a task.”””

p.info(”Scaling down ’%s/%s’ Deployment” % (namespace, name))

self._scale_deployment(name, namespace, 0, wait=True)

yield

p.info(”Scaling up ’%s/%s’ Deployment” % (namespace, name))

self._scale_deployment(name, namespace, 1, wait_ready=True)

Διαχείριση των Κουβάδων

Το πιο σημαντικό μέρος των βοηθητικών μεθόδων της βασικής κλάσης αφορά αναμφί-

βολα τη διαχείριση των Rok κουβάδων. Πιο συγκεκριμένα, έχουμε δημιουργήσει βοη-

θητικές μεθόδους για τη δημιουργία τοπικών κουβάδων, τη δημοσίευση ή την εγγραφή

τους (δηλ. “throwing”) και την παρακολούθηση της διαδικασίας συγχρονισμού τους.

Για όλες αυτές τις εργασίες θα βασιστούμε σε μεθόδους που παρέχονται από τον Rok

client. Όλες οι μέθοδοι που παρουσιάζονται παρακάτω θα λαμβάνουν το όνομα του

κουβά στον οποίο αναφέρονται, όπως επίσης και έναν αρχικοποιημένο Rok client. Α-

ξίζει να σημειωθεί ότι ένας Rok client αυθεντικοποιείται κατά την αρχικοποίηση χρη-

σιμοποιώντας ένα token (παρέχει πληροφορίες σχετικά με έναν συγκεκριμένο χρήστη)

και είναι συνδεδεμένος με ένα συγκεκριμένο namespace (λογαριασμός Rok).

Η πρώτη μέθοδος που θα παρουσιάσουμε (και η απλούστερη) είναι η create_bucket,

χτισμένη γύρω από την αντίστοιχη μέθοδο του client με σκοπό τη διαχείριση τυποποι-

ημένων διαδικασιών και άλλων ειδικών για την υλοποίηση της μετανάστευσης, σχετικά

με τη δημιουργία ενός κουβά. Σε περίπτωση που ο καθορισμένος κουβάς υπάρχει ήδη,

η create_bucket το ανιχνεύει και επιστρέφει χωρίς παρενέργειες ή σφάλματα. Δια-

φορετικά, δημιουργεί έναν τοπικό κουβά στο namespace του client με το όνομα που

δόθηκε, καλώντας τη μέθοδο bucket_create του Rok client.
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def create_bucket(self, bucket, rok, p):

”””Create a Rok bucket if it does not already exist.”””

p.info(”Testing if bucket ’%s’ in namespace ’%s’ exists”

% (bucket, rok.account))

try:

rok.bucket_info(bucket)

exists = True

except RokClientError as e:

if e.response.status_code != 404:

raise

exists = False

if not exists:

p.info(”Creating Rok bucket ’%s’ in namespace ’%s’”

% (bucket, rok.account))

meta = {”migration”: self.migration_id}

created, _ = rok.bucket_create(bucket, meta)

if created:

p.info(”Successfully created bucket ’%s’ in namespace ’%s’”

% (bucket, rok.account))

return

p.info(”Bucket ’%s’ in namespace ’%s’ already exists, will”

” re‐use it” % (bucket, rok.account))

Δύο ιδιαίτερα σημαντικές βοηθητικές μέθοδοι, που χρησιμοποιούνται ευρέως σε όλη

την υλοποίηση του μηχανισμού μετανάστευσης, είναι οι publish_bucket και subscribe_‐

bucket. Και οι δύο καλούν την create_bucket για να δημιουργήσουν έναν τοπικό

κουβά σε περίπτωση που δεν υπάρχει ήδη, προτού προχωρήσουν στην ενέργεια “throw”,

χρησιμοποιώντας την αντίστοιχη μέθοδο που θα εξετάσουμε σύντομα, ουσιαστικά δη-

μοσιεύοντας ή εγγράφοντάς τον σε μια αναφορά στο Rok Registry. Και οι δύο μέθοδοι

λαμβάνουν μια σειρά από ορίσματα, τα σημαντικότερα από τα οποία είναι τα rok και

registry, αρχικοποιήσεις των αντίστοιχων client, το όνομα του τοπικού bucketπου θα

δημοσιευτεί/εγγραφεί, καθώς και ένα πρόθεμα (και ένα προαιρετικό επίθεμα) που χρη-

σιμοποιείται για το όνομα του Registry κουβά. Τέλος, παρατηρούμε ότι και οι δύο αυτές

μέθοδοι βασίζονται στη throw_bucket, παρέχοντας ένα αναγνωριστικό “published” ή

“subscribed” αντίστοιχα, για τον προσδιορισμό της επιθυμητής ενέργειας.
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def publish_bucket(self, bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, p, registry_bucket_suffix=None,

registry_handle=None):

”””Publish a bucket to a Rok Registry.”””

# Create a bucket if it doesn’t exist already

self.create_bucket(bucket, rok, p)

p.info(”Publishing bucket ’%s’ to the Registry” % bucket)

self.throw_bucket(bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, ”published”, p,

registry_bucket_suffix,

registry_handle=registry_handle)

def subscribe_bucket(self, bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, p,

registry_bucket_suffix=None, registry_handle=None):

”””Subscribe to a bucket on a Rok Registry.”””

# Create a bucket if it doesn’t exist already

self.create_bucket(bucket, rok, p)

p.info(”Subscribing bucket ’%s’ to the published bucket on the”

” Registry” % bucket)

self.throw_bucket(bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, ”subscribed”, p,

registry_bucket_suffix,

registry_handle=registry_handle)

Αφού εξετάσαμε ταπαραπάνω, ήρθε ηώρα να εξερευνήσουμε τη μέθοδο throw_bucket,

η οποία παρουσιάζεται παρακάτω.

def throw_bucket(self, rok_bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, throw_type, p,

registry_bucket_suffix=None, registry_handle=None):

”””Publish or subscribe a bucket to Rok Registry.”””

# Find the OAuth2 Provider in Rok Gateway from the Registry URL

p.info(u”Checking if the Rok cluster is registered to the Rok Registry”

” with URL ’%s’” % registry.url)

prov = self.find_provider(registry.url, rok)

prov_client_id = prov[”client_id”]

prov_gw_id = prov[”id”]
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p.info(u”Successfully found Rok Registry with UUID ’%s’ and client”

” ID ’%s’ at URL ’%s’”

% (prov_gw_id, prov_client_id, registry.url))

# Create an OAuth2 token for the Registry user.

if registry_handle is None:

registry_handle = self.get_registry_handle(registry)

resp = registry.get_app(prov_client_id)

redirect_urls = resp.json[”redirect_uris”]

if len(redirect_urls) != 1:

msg = (u”Found %d redirect URLs for Rok app with client ID ’%s’”

% (len(redirect_urls), prov_client_id))

raise RuntimeError(msg)

redirect_url = redirect_urls[0]

p.info(”Successfully retrieved redirect URL ’%s’ from Rok Registry”

” at ’%s’” % (redirect_url, registry.url))

registry_bucket = self.format_bucket_name(registry_bucket_prefix,

rok.account,

registry_bucket_suffix)

scope = self.create_scope(registry_handle, registry_bucket)

resp = registry.create_oauth2_token(prov_client_id, redirect_url,

scope, registry_token_duration)

oauth2_token = resp.json[”token”]

p.info(”Successfully created OAuth2 token with scope ’%s’ for Rok”

” Registry at ’%s’” % (scope, registry.url))

# Add token to provider.

expires_at = timeutils.isoformat(timeutils.now()

+ registry_token_duration)

try:

rok.provider_token_add(oauth2_token, scope, registry.url,

rok.account, expires_at=expires_at)

except RokClientError as e:

p.info(u”Error while adding provider token: %s” % e)

raise

p.info(”Successfully added OAuth2 token with scope ’%s’ to Rok”

” namespace ’%s’” % (scope, rok.account))
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registry_ref = http.construct_url(registry.url, registry_handle,

registry_bucket)

assert throw_type in (”published”, ”subscribed”)

if throw_type == ”published”:

rok.bucket_publish(rok_bucket, registry_ref, registry.url,

registry_handle, registry_bucket,

throw_public=None)

else:

rok.bucket_subscribe(rok_bucket, registry_ref, registry.url,

registry_handle, registry_bucket)

self._wait_for_throw_task(rok_bucket, rok, registry_ref, throw_type)

p.info(”Successfully %s bucket ’%s’ in namespace ’%s’ to”

” ’%s’” % (throw_type, rok_bucket, rok.account, registry_ref))

Η παραπάνω μέθοδος ξεκινά προσδιορίζοντας αν η συστοιχία Rok είναι εγγεγραμμένη

στο Rok Registry, αναζητώντας στη λίστα που διατηρεί το Rok για τους OAuth 2.0

παρόχους του.

ΤοRokGateway και τοRokRegistry υποστηρίζουν ένα μοντέλοπροεγγρα-

φής OAuth 2.0. Στο μοντέλο αυτό, ο πελάτης OAuth (Gateway) πρέπει να

είναι εγγεγραμμένος στον πάροχο (Registry) πριν ξεκινήσει ένας κύκλος

OAuth 2.0.

Χρησιμοποιώντας τις ανακτηθείσες πληροφορίες του παρόχου σχετικά με το Registry,

το όνομα χρήστη του Registry που μπορεί να ανακτηθεί από το Registry token και ένα

προσαρμοσμένο πεδίο εφαρμογής (scope) (buckets:<user>:<registryBucket>), πα-

ράγεται ένα OAuth2 token, επιτρέποντας στον πελάτη (Rok Gateway) να έχει πρόσβα-

ση στους πόρους του Registry για λογαριασμό του χρήστη του Registry. Το όνομα του

κουβά του Registry κατασκευάζεται από το συνδυασμό του παρεχόμενου προθέματος,

του ονόματος χρήστη και του επιθέματος (εάν υπάρχει), ενώ η αναφορά του Registry

ταυτίζεται με τη διεύθυνση URL αυτού του κουβά. Τέλος, με βάση το δοθέν αναγνω-

ριστικό ενέργειας (“published” ή “subscribed”), ο καθορισμένος τοπικός κουβάς είτε

δημοσιεύεται είτε εγγράφεται στην παραχθείσα αναφορά. Αυτή η ενέργεια εκτελείται

από μια διεργασία που τρέχει στο παρασκήνιο, την οποία πρέπει να παρακολουθούμε

για να βεβαιωθούμε ότι η η δημοσίευση/εγγραφή έχει ολοκληρωθεί με επιτυχία, πριν

προχωρήσουμε παρακάτω.
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Το τελευταίο μέρος της κλάσης BaseMigration που θα εξερευνήσουμε εδώ είναι η δια-

δικασία παρακολούθησης της κατάστασης συγχρονισμού. Αυτή ενορχηστρώνεται από

τη μέθοδο download_snapshots, η οποία έχει σκοπό να μεταμφιέσει μια εγγενώς α-

σύγχρονη διαδικασία όπως ο συγχρονισμός του Gateway σε σύγχρονη ενέργεια, που

μπορεί να ενσωματωθεί σε μια εργασία μετανάστευσης, όπου κάθε βήμα εξαρτάται σε

μεγάλο βαθμό από τα προηγούμενα. Για το σκοπό αυτό, η download_snapshots επι-

βάλλει χρονικούς περιορισμούς και παρακολουθεί τις εργασίες συγχρονισμού έως ότου

ολοκληρωθούν πραγματικά.

def download_snapshots(self, namespaces, roks, rok_bucket, wait_duration):

”””Wait for all snapshots to be downloaded.”””

title = ”Restore %s” % self.resource_plural.title()

msg = ”Downloading %s snapshots” % self.resource_name

with fr.Progress(maxval=len(namespaces), title=title, msg=msg) as p:

wait_until = timeutils.now() + wait_duration

downloaded = len(namespaces)

for ns in namespaces:

rok = roks[ns]

# As time progresses, make the timeout smaller.

timeout = int(timeutils.elapsed(timeutils.now(), wait_until))

timeout = max(timeout, 0)

if not self._wait_for_syncing(ns, rok, rok_bucket, timeout, p):

downloaded ‐= 1

p.inc()

if downloaded == 0:

p.error(”Did not manage to download any %s snapshot”

% self.resource_name)

elif downloaded == len(namespaces):

p.success(”Successfully downloaded all %s snapshots”

% self.resource_plural)

else:

p.warn(”Partially downloaded %s snapshots from %d out”

” of %d buckets” % (self.resource_name, downloaded,

len(namespaces)))

Ειδικότερα, αυτή η μέθοδος δέχεται μια λίστα από namespaces, μαζί με τις αντίστοιχες

αρχικοποιήσεις Rok client (roks), και περιμένει μέχρι όλα τα στιγμιότυπα σε έναν καθο-

ρισμένο κουβά σε όλα τα namespaces να έχουν ληφθεί πλήρως. Το όνομα της μεθόδου
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μπορεί να είναι παραπλανητικό, καθώς δεν υπάρχει οποιαδήποτε κλήση “download”,

με το συγχρονισμό να συμβαίνει στο παρασκήνιο και να ξεκινάει μόλις δημιουργηθεί

μια σύνδεση μεταξύ των ομότιμων κόμβων. Επιλέχθηκε, ωστόσο, σκόπιμα για να πα-

ραπέμψει στη διεπαφή μιας σύγχρονης λειτουργίας που είναι χρονικά περιορισμένη και

επιστρέφει μόνο όταν ολοκληρωθούν οι υποεργασίες της. Στην ουσία, το πραγματικό

μέρος της αναμονής πραγματοποιείται από τη μέθοδο _wait_for_syncing, η οποία

περιμένει για μια προκαθορισμένη περίοδο (δηλ. no_empty_timeout) έως ότου ο κου-

βάς να μην είναι πλέον άδειος (ένας άδειος κουβάς μπορεί να είναι το αποτέλεσμα είτε

ενός άδειου δημοσιευμένου κουβά είτε κάποιας αποτυχίας στο συγχρονισμό) και, αφού

ξεκινήσει η λήψη αντικειμένων, περιμένει μέχρι να μην εκκρεμεί καμία έκδοση αντικει-

μένου.

def _wait_for_syncing(self, ns, rok, rok_bucket, no_empty_timeout, p):

”””Wait for syncing to complete in a namespace.”””

p.info(”Downloading snapshots in bucket ’%s/%s’” % (ns, rok_bucket))

duration = timeutils.format_duration(no_empty_timeout)

try:

p.info(”Waiting for bucket ’%s/%s’ to connect to a peer and begin”

” downloading snapshots, within %s”

% (rok.account, rok_bucket, duration))

quiet_retry(self._wait_no_empty_bucket, args=(rok, rok_bucket, p),

timeout=no_empty_timeout)

except RetryTimeout:

p.warn(”Did not receive any snapshot in bucket ’%s/%s’ within %s.”

” Continuing with the remaining buckets...”

% (rok.account, rok_bucket, duration))

return False

self._wait_for_synced_bucket(rok, rok_bucket, p)

return True

4.1.3 Εργασίες Μετανάστευσης

Όπως έχει ήδη αναφερθεί παραπάνω, ένα από τα κύρια ζητήματα κατά το σχεδιασμό

του εργαλείου μετανάστευσης, ήταν η επεκτασιμότητα. Για το λόγο αυτό, δημιουργή-

σαμε το BaseMigration και αναπτύξαμε εργασίες backup και restore για κάθε ανεξάρ-

τητο συστατικό του Kubeflow, όπου όλες κληρονομούν την κλάση βάσης. Τρία από
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αυτά τα backup/restore ζευγάρια είναι εξαιρετικά χρήσιμα για την υλοποίηση των Split

Pipelines:

• MLMD Backup και MLMD Restore

Μετανάστευση του PVC της βάσης δεδομένων MySQL του MLMD

• KFP Backup και KFP Restore

Μετανάστευση των PVC της βάσης δεδομένων MySQL του KFP API Server και

του MinIO (είναι κρίσιμο να χειριστούμε αυτά τα 2 ως μία εργασία, για λόγους

συνέπειας δεδομένων)

• Rok Buckets Backup και Rok Buckets Restore

Μετανάστευση (publish/subscribe) των Rok buckets

Σε αυτή την ενότητα θα παρουσιάσουμε τις εργασίες που σχετίζονται με το MLMD, οι

οποίες αποτελούν ένα εξαιρετικό παράδειγμα του μηχανισμού, που συγκεντρώνει όλες

τις βασικές ιδέες, αλλά παραμένει ευσύνοπτο και απλό (σε αντίθεση με άλλες εργασίες

που ασχολούνται με πολλαπλούς πόρους σε πολλαπλά namespaces, εκτελώντας ειδική

για τους εν λόγω πόρους λογική).

Εργασίες Backup

Θα ξεκινήσουμε με την εργασία backup του MLMD, η οποία προορίζεται να λάβει ένα

PVC snapshot της βάσης δεδομένων του MLMD, να το αποθηκεύσει σε έναν κουβά

και να δημοσιεύσει τον τελευταίο στο Rok Registry. Υλοποιείται ως μία ενιαία κλάση

(MLMDBackup) που κληρονομεί τη BaseMigration. Το σημείο εισόδου της είναι ουσια-

στικά η μέθοδος run που, σε αυτή την περίπτωση, είναι υπεύθυνη για ολόκληρη την

επιχειρησιακή λογική. Η εργασία χρησιμοποιεί τις ακόλουθες σταθερές.

TITLE = ”Backup MLMD”

MLMD_NAMESPACE = ”kubeflow”

MLMD_PVC = ”metadata‐mysql”

Μας ενδιαφέρουν κυρίως αυτές που ξεκινούν με το πρόθεμα MLMD_* και προσδιορίζουν

το namespace και το όνομα του PVC της βάσης του MLMD, αντίστοιχα. Παρακάτω

δίνεται η υλοποίηση της εργασίας MLMDBackup.
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class MLMDBackup(base.BaseMigration):

”””Backup MLMD in a Kubernetes cluster.”””

def ask_questions(self):

”””Ask all questions used by the script.”””

# There are no module‐specific questions currently

pass

def run(self):

”””Backup MLMD in a Kubernetes cluster.”””

msg = (”Welcome to Arrikto’s migration tool for MLMD.\n\n”

”This interactive utility will help you snapshot all entities”

” stored in MLMD and publish them to a Rok Registry.”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()

self.ask_questions()

rok_url = self.qctx_get(RokURLQuestion)

rok_token = self.qctx_get(RokTokenQuestion)

rok_bucket = self.format_rok_bucket_name(

self.qctx_get(RokBucketPrefixQuestion), ”mlmd”)

registry_url = self.qctx_get(RokRegistryURLQuestion)

registry_token = self.qctx_get(RokRegistryTokenQuestion)

registry_bucket_prefix = self.format_registry_bucket_prefix(

self.qctx_get(RokRegistryBucketPrefixQuestion), ”mlmd”)

registry_token_duration = self.qctx_get(

AuthorizationExpiresAfterQuestion)

registry = RokRegistryClient(registry_url, token=registry_token)

# CONTINUED IN THE NEXT PAGE

Στο παραπάνω τμήμα κώδικα, βλέπουμε τον ορισμό της κλάσης, μαζί με την (κενή ε-

δώ) μέθοδο ask_questions και το προοίμιο της run. Όταν καλείται η εργασία backup,

ξεκινάει προσπαθώντας να ανακτήσει τις εισόδους που παρέχονται από τον χρήστη.

Στο μοντέλο μας, αυτό υλοποιείται γενικά ως ερωτήσεις που είτε εμφανίζονται ως προ-

τροπές εισόδου, όταν οι εργασίες εκτελούνται διαδραστικά, είτε καταφεύγουν στην α-

νάκτηση των απαιτούμενων τιμών από τα ορίσματα CLI και τις μεταβλητές περιβάλ-

λοντος. Η εργασία MLMDBackup δεν έχει δικές της ερωτήσεις. Ωστόσο, μοιράζεται το

πλαίσιο ερωτήσεων της βασικής κλάσης. Μπορούμε μόνο να υποθέσουμε, προς το πα-
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ρόν, ότι αυτό το πλαίσιο ερωτήσεων μεταβιβάζεται από το εργαλείο CLI που τρέχει τη

συγκεκριμένη εργασία (επαληθεύεται στην ενότητα 4.1.4).

Η υλοποίηση, στη συνέχεια, προχωρά στην ανάκτηση των απαραίτητων τιμών από το

πλαίσιο της ερώτησης. Αυτές είναι η διεύθυνση URL της συστοιχίας Rok και το token

πρόσβασης σε αυτή, το όνομα του τοπικού Rok κουβά που θα δημιουργηθεί για την

αποθήκευση του PVC snapshot, ένα πρόθεμα που χρησιμοποιείται για τη δημιουργία

του ονόματος του Registry κουβά, και τέλος το URL του Rok Registry και το token

πρόσβασης (με τη διάρκειά του) που χρησιμοποιούνται για την αρχικοποίηση ενός Rok

Registry client (registry).

Παρακάτω, συνεχίζουμε με το κύριο σώμα της μεθόδου run που φέρει τη βασική λογική

εκτέλεσης, χρησιμοποιώντας τις τιμές που ανακτήθηκαν από το πλαίσιο ερωτήσεων.

# MLMDBackup CONTINUATION

try:

msg = u”Snapshotting MLMD MySQL DB PVC”

with fr.Progress(maxval=3, title=TITLE, msg=msg) as p:

# Initialize a Rok client for the MLMD MySQL DB PVC namespace

p.info(”Initializing Rok client for namespace ’%s’”

% MLMD_NAMESPACE)

rok = RokClient(rok_url, token=rok_token,

account=MLMD_NAMESPACE)

p.inc()

# Snapshot the MLMD MySQL DB PVC

p.info(”Publishing Rok bucket ’%s’ for namespace ’%s’”

% (rok_bucket, MLMD_NAMESPACE))

self.publish_bucket(rok_bucket, rok, registry,

registry_token_duration,

registry_bucket_prefix, log)

p.inc()

p.info(”Snapshotting MLMD MySQL DB PVC in namespace ’%s’”

% MLMD_NAMESPACE)

self.snapshot_pvc(rok, MLMD_PVC, rok_bucket)

msg = (”MLMD Backup completed successfully!”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()



4.1. ΜΕΤΑΝΑΣΤΕΥΣΗ ΔΕΔΟΜΕΝΩΝ 125

except Exception as e:

msg = (”MLMD Backup failed!\n\n”

”Failed to backup the MLMD MySQL DB PVC: %s” % e)

log.exception(msg)

with fr.Message(msg, title=TITLE, lvl=frontend.ERROR) as m:

m.show()

raise

Ο«πυρήνας» της εκτέλεσης πουπαρέχεται παραπάνω είναι τυλιγμένος σε ένα try/except

μπλοκ, με σκοπό να συλλαμβάνει, να καταγράφει και να διαδίδει κατάλληλα τυχόν

σφάλματα. Το μπλοκ try περιέχει την κύρια λογική εκτέλεσης, η οποία αποτελείται

από τρία βήματα:

1. Αρχικοποίηση ενός Rok client (δηλ. rok)

Αυτό είναι ζωτικής σημασίας για όλες τις λειτουργίες που θα ακολουθήσουν. Ο

Rok client παρέχει πρόσβαση στη συστοιχία Rok που καθορίζεται από το παρεχό-

μενο rok_url ως χρήστης account, δεδομένου ότι το rok_token εγγυάται την

πρόσβαση στους αντίστοιχους πόρους.

2. Δημιουργία ενός τοπικού κουβά και δημοσίευσή του

Αυτό υλοποιείται από τη μέθοδο publish_bucket που παρουσιάστηκε προηγου-

μένως, η οποία δημιουργεί τον καθορισμένο rok_bucket εάν δεν υπάρχει ήδη σε

αυτό το namespace (rok.account) και το δημοσιεύει στο Rok Registry, για το

οποίο αρχικοποιήθηκε ο αντίστοιχος client, σε έναν κουβά του Registry, του ο-

ποίου το όνομα αρχίζει με το πρόθεμα που παρέχει ο χρήστης (δηλ. registry_‐

bucket_prefix).

3. Λήψη στιγμιοτύπου του καθορισμένου PVC

Αυτό υλοποιείται από τη μέθοδο snapshot_pvc που παρουσιάστηκε προηγου-

μένως, η οποία λαμβάνει ένα στιγμιότυπο του παρεχόμενου PVC και το κατα-

χωρίζει ως αντικείμενο Rok, αποθηκευμένο στο καθορισμένο rok_bucket. Είναι

σημαντικό να σημειωθεί ότι πρόκειται για τον κουβά που δημιουργήθηκε και δη-

μοσιεύτηκε στο προηγούμενο βήμα. Μόλις ένας ομότιμος κόμβος εγγραφεί σε

αυτή την αναφορά στο Registry, θα ξεκινήσει ο συγχρονισμός.
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Η παραπάνω διαδικασία είναι πολύ παρόμοια για τις υπόλοιπες εργασίες backup που

αποτελούν μέρος αυτού του έργου. Οι διαφορές είναι μικρές, με την εργασία KFP να

λαμβάνει τα στιγμιότυπα δύο PVC αντί ενός, και την εργασία Rok buckets να δημο-

σιεύει μόνο τους κουβάδες, χωρίς να λαμβάνει νέα στιγμιότυπα.

Εργασίες Restore

Αφού εξετάσαμε τη λογική των εργασιών backup παραπάνω, ξέρουμε λίγο-πολύ τι να

περιμένουμε από την εργασία restore που θα παρουσιαστεί σε αυτήν την ενότητα. Πιο

συγκεκριμένα, θα ασχοληθούμε με την εργασία αποκατάστασης τουMLMD, που προο-

ρίζεται να εκτελεστεί στη συστοιχία-στόχο μετά την ολοκλήρωση ενός backup, φυσικά.

Για άλλη μια φορά, πρόκειται για υλοποίηση μίας ενιαίας κλάσης, της MLMDRestore που

κληρονομεί από την BaseMigration.

TITLE = ”Restore MLMD”

MLMD_NAMESPACE = ”kubeflow”

MLMD_PVC = ”metadata‐mysql”

MLMD_DEPLOYMENT = ”metadata‐db”

class MLMDRestoration(base.BaseMigration):

”””Restore MLMD in a Kubernetes cluster.”””

resource_name = ”MLMD”

resource_plural = ”MLMD”

def ask_questions(self):

”””Ask all questions used by the script.”””

# There are no module‐specific questions currently

pass

def run(self):

”””Restore MLMD in a Kubernetes cluster.”””

msg = (”Welcome to Arrikto’s migration tool for MLMD.\n\n”

”This interactive utility will help you restore all entities”

” stored in MLMD.”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()
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self.ask_questions()

rok_url = self.qctx_get(RokURLQuestion)

rok_token = self.qctx_get(RokTokenQuestion)

rok_bucket = self.format_rok_bucket_name(

self.qctx_get(RokBucketPrefixQuestion), ”mlmd”)

registry_url = self.qctx_get(RokRegistryURLQuestion)

registry_token = self.qctx_get(RokRegistryTokenQuestion)

registry_bucket_prefix = self.format_registry_bucket_prefix(

self.qctx_get(RokRegistryBucketPrefixQuestion), ”mlmd”)

registry_token_duration = self.qctx_get(

AuthorizationExpiresAfterQuestion)

registry = RokRegistryClient(registry_url, token=registry_token)

registry_bucket = self.format_bucket_name(registry_bucket_prefix,

MLMD_NAMESPACE)

try:

msg = u”Restoring MLMD MySQL DB PVC”

with fr.Progress(maxval=5, title=TITLE, msg=msg) as p:

# Initialize a Rok client for the MLMD MySQL DB PVC namespace

p.info(”Initializing Rok client for namespace ’%s’”

% MLMD_NAMESPACE)

rok = RokClient(rok_url, token=rok_token,

account=MLMD_NAMESPACE)

p.inc()

# Subscribe to Registry bucket

p.info(”Subscribing Rok bucket ’%s’ for namespace ’%s’ to”

” Registry bucket ’%s’”

% (rok_bucket, MLMD_NAMESPACE, registry_bucket))

self.subscribe_bucket(rok_bucket, rok, registry,

registry_token_duration,

registry_bucket_prefix, log)

p.inc()

# Wait for syncing

p.info(”Downloading MLMD MySQL DB PVC snapshot”)

wait_duration = self.qctx_get(WaitNoEmptyBucketQuestion)

namespaces = [MLMD_NAMESPACE]

rok_clients = {MLMD_NAMESPACE: rok}

self.download_snapshots(namespaces, rok_clients, rok_bucket,

wait_duration)

p.inc()
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# Check that the PVC snapshot exists before proceeding with the

# deletion of the old PVC

self.assert_snapshot_exists(rok, rok_bucket, MLMD_PVC)

with self.scale_deployment(MLMD_DEPLOYMENT, MLMD_NAMESPACE, p):

# Delete MLMD MySQL DB PVC

p.info(”Deleting old MLMD MySQL DB PVC”)

self.delete_pvc(MLMD_PVC, MLMD_NAMESPACE)

p.inc()

# Restore MLMD MySQL DB PVC from snapshot

p.info(”Restoring MLMD MySQL DB PVC from snapshot”)

rok.present_pvc(rok_bucket, MLMD_PVC, MLMD_NAMESPACE,

generate_name=False)

msg = (”MLMD Restoration completed successfully!”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()

except Exception as e:

msg = (”MLMD Restoration failed!\n\n”

”Failed to restore the MLMD MySQL DB PVC: %s” % e)

log.exception(msg)

with fr.Message(msg, title=TITLE, lvl=frontend.ERROR) as m:

m.show()

raise

Η παραπάνω εργασία μοιάζει πολύ με την αντίστοιχη εργασία backup, φέροντας πα-

ρόμοια δομή πυρήνα και εκτελώντας την αντίστροφη διαδικασία. Για άλλη μια φορά,

δεν υπάρχουν συγκεκριμένες ερωτήσεις, οπότε οι απαραίτητες ρυθμίσεις ανακτώνται

από κάποιο παρεχόμενο πλαίσιο ερώτησης. Η εκτέλεση του «πυρήνα» αποτελείται από

πέντε βήματα:

1. Αρχικοποίηση ενός Rok client (δηλαδή rok)

2. Δημιουργία ενός τοπικού κουβά και εγγραφή του στην παρεχόμενη αναφορά στο

Registry

Αυτό το χειρίζεται η μέθοδος subscribe_bucket που παρουσιάστηκε προηγου-

μένως, η οποία δημιουργεί τον καθορισμένο κουβά Rok αν δεν υπάρχει ήδη σε

αυτό το namespace και τον κάνει να εγγραφεί στο Rok Registry.
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3. Αναμονή μέχρι να ολοκληρωθεί ο συγχρονισμός

Αυτό αντιμετωπίζεται από τη μέθοδο download_snapshots που παρουσιάστηκε

προηγουμένως, η οποία περιμένει έως ότου όλες οι εκδόσεις αντικειμένων στους

καθορισμένους κουβάδες ληφθούν πλήρως. Στην περίπτωσή μας, αυτό θα πρέ-

πει να είναι μόνο ένα αντικείμενο, που αντιστοιχεί στο στιγμιότυπο του PVC της

MySQL βάσης δεδομένων του MLMD. Ο συγχρονισμός έχει ήδη ξεκινήσει, ε-

φόσον ο κουβάς έχει εγγραφεί σε μια αναφορά η οποία έχει τουλάχιστον έναν

εκδότη (publisher).

4. Διαγραφή υπάρχοντος MLMD MySQL DB PVC

Αυτό αντιμετωπίζεται από τη μέθοδο delete_pvc που παρουσιάστηκε προηγου-

μένως, η οποία μπλοκάρει μέχρι να διαγραφεί πραγματικά το αντικείμενο.

5. Δημιουργία νέου PVC και ενυδάτωσή του από το ληφθέν στιγμιότυπο

Αυτό αντιμετωπίζεται από μια βοηθητική μέθοδο του Rok client που παρέχει ένα

νέο PVC στο ζητούμενο namespace με το καθορισμένο (ή προαιρετικά ένα πα-

ραγόμενο όνομα) και θέτει το annotation rok/origin στη διεύθυνση URL του

ληφθέντος PVC snapshot, έτσι ώστε το volume να ενυδατωθεί με τα περιεχόμενα

του στιγμιοτύπου.

Τα δύο τελευταία βήματα περιβάλλονται από τον context manager scale_deployment

που φροντίζει για την κλιμάκωση του αντίστοιχου Deployment σε 0 replicas πριν δια-

γραφεί το παλιό PVC και την επαναφορά της πρότερης κατάστασής της, μόλις το νέο

έχει δημιουργηθεί. Η παραπάνω διαδικασία είναι πολύ παρόμοια για τις υπόλοιπες ερ-

γασίες restore που μας ενδιαφέρουν.

4.1.4 Εργαλεία CLI Μετανάστευσης

Αφού είδαμε πώς μοιάζει μια από τις εργασίες μετανάστευσης, αξίζει να εξετάσουμε

πώς αυτές ενσωματώνονται στα δύο εργαλεία CLI που αναφέρθηκαν, rok‐backup και

rok‐restore. Για άλλη μια φορά, ξεκινήσαμε από μια βασική κλάση, MigrationCLI,

η οποία κληρονομεί από την κλάση RokCLI και καλύπτει την περισσότερη κοινή λει-

τουργικότητα. Πιο συγκεκριμένα, ορίζει τις ερωτήσεις που είναι κοινές για όλες τις

εργασίες (τόσο για το backup όσο και για το restore), παρέχει βοηθητικές μεθόδους
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για την πραγματοποίηση των ερωτήσεων κατά την εκτέλεση, καθώς και το βασικό μη-

χανισμό για την ενορχήστρωση και την εκτέλεση εργασιών μετανάστευσης, καθώς και

την εμφάνιση μιας σύνοψης των αποτελεσμάτων εκτέλεσης των εργασιών. Μας ενδια-

φέρει κυρίως η βασική λογική που είναι υπεύθυνη για την εκτέλεση εργασιών, όπως

υλοποιείται στη μέθοδο run_tasks.

def run_tasks(self, modules):

”””Run the migration procedure for the provided resources.”””

successful, skipped, failed = [], [], []

for m in modules:

task_cls = self.get_migration_task_from_module(m)

task = task_cls(self.qctx, self.args)

cap_task = task.resource_name[0].upper() + task.resource_name[1:]

try:

task.run()

successful.append(task)

except frontend.UserCanceledInputError:

log.warn(”%s task canceled.”, cap_task)

skipped.append(task.resource_plural)

except Exception as e:

log.exception(”%s task completed with errors: %s”, cap_task, e)

failed.append(task)

Η παραπάνω μέθοδος λαμβάνει μια λίστα από Python modules, ανακτά τις σχετικές με

τη μετανάστευση εργασίες και τις εκτελεί. Για να ανακτήσει την εργασία μετανάστευ-

σης από το αντίστοιχο module, χρησιμοποιεί μια ευριστική μέθοδο:

1. Εντόπισε όλα τα αντικείμενα Python στο module

2. Κράτα αυτά που:

(αʹ) Αντιστοιχούν σε κλάσεις Python

(βʹ) Αποτελούν υποκλάσεις της ’BaseMigration’

(γʹ) Ορίζονται σε αυτό το module, δηλαδή δεν εισάγονται

3. Διασφάλισε ότι μόνο μία κλάση παραμένει μετά το φιλτράρισμα

4. Επιστροφή αυτής της μοναδικής κλάσης
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Στη συνέχεια, η ανακτηθείσα κλάση αρχικοποιείται, με το πλαίσιο ερωτήσεων και τα

ορίσματα του CLI να περνούν ως παράμετροι. Τέλος, η αντίστοιχη run μέθοδος κα-

λείται, η οποία θα αναλάβει την εκτέλεση της εργασίας. Τυχόν σφάλματα (εξαιρέσεις)

συλλαμβάνονται σε επίπεδο CLI.

Προκειμένου νααντιμετωπίσουμε τις διαφορετικές απαιτήσεις, δημιουργήσαμε δύοCLI

που κληρονομούν από τη βάση MigrationCLI, τα:

• ClusterBackupCLI

• ClusterRestoreCLI

Καθένα από αυτά, ορίζει τη δική του λίστα ερωτήσεων, τις οποίες θέτουν στην αρχή της

εκτέλεσής τους. Για παράδειγμα, το ClusterBackupCLI εισάγει μόνο μία ερώτηση:

BACKUP_QUESTIONS = [MigrationResourcesQuestion]

Η παραπάνω ερώτηση έχει σκοπό να καθορίσει ποιες εργασίες μετανάστευσης θα ε-

κτελεστούν. Από την άλλη πλευρά, όπως αναφέρθηκε προηγουμένως, η βασική κλάση

MigrationCLI ορίζει πολλές κοινές ερωτήσεις, τις περισσότερες από τις οποίες είδαμε

στα παραδείγματα εργασιών του MLMD:

questions = [RokBucketPrefixQuestion, RokTokenQuestion, RokURLQuestion,

RokRegistryBucketPrefixQuestion, RokRegistryTokenQuestion,

RokRegistryURLQuestion, AuthorizationExpiresAfterQuestion]

Αφού το θυγατρικόCLI τελειώσει με τις δικές του ερωτήσεις, καλεί το γονικό του ask_‐

questions για να προσθέσει τις απαντήσεις για τις κοινές ερωτήσεις στο πλαίσιο του,

προτού καλέσει την run_tasks της βασικής κλάσης με μια λίστα modules. Όπως φαί-

νεται παραπάνω, η run_tasks είναι υπεύθυνη για την εκτέλεση εργασιών μετανάστευ-

σης, τη διαβίβαση του συγκεντρωτικού πλαισίου ερωτήσεων και την εκτέλεσή τους.

Πριν κλείσουμε αυτή την ενότητα, αξίζει να δώσουμε ένα παράδειγμα τουλάχιστον μιας

τέτοιας ερώτησης:
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class RokURLQuestion(question.LineInputQuestion):

”””Question to provide the Rok URL.”””

name = ”question/rok_url”

title = TITLE + ”: Rok URL”

msg = ”What is the URL of the Rok cluster?”

envvars = ”ROK_URL”

argument_opts = {

”name”: [”‐‐rok‐url”],

”metavar”: ”ROK_URL”,

”help”: ”Create snapshots in Rok at URL %(metavar)s”,

}

Η παραπάνω ερώτηση αποσκοπεί στην ανάκτηση της διεύθυνσης URL της συστοιχίας

Rok. Εμφανίζεται ως ένα όρισμα γραμμής εντολών μέσω του CLI (δηλαδή –rok‐url),

ως μεταβλητή περιβάλλοντος (π.χ. ROK_URL), ή ως προτροπή με τον καθορισμένο τίτλο

και μήνυμα στο διαδραστικό frontend του CLI.
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Επίλογος

Επιτέλους, φτάσαμε στο τέλος του ταξιδιού μας· μοιάζει, δε, να καλύψαμε πολύ έδαφος.

Σε αυτό το τελευταίο κεφάλαιο, θα παρουσιάσουμε μια σύντομη περίληψη της εργασίας

μας, αξιολογώντας ορισμένες βασικές πτυχές του σχεδιασμού μας, πριν προβούμε στη

σκιαγράφηση πιθανών μελλοντικών επεκτάσεων.

5.1 Συμπερασματικά Σχόλια

Όταν πρωτοξεκινήσαμε αυτό το ταξίδι, πριν από ένα χρόνο, είχαμε μόνο μια συγκεχυ-

μένη εικόνα περί των προκλήσεων που θα συναντούσαμε. Στην πραγματικότητα, δεν

ήμασταν καν σίγουροι για το ποιος θα ήταν τελικά ο προορισμός μας. Όπως αποδείχθη-

κε, κανείς στον κλάδο του MLOps δεν το ήξερε. Δεδομένου ότι, τόσο τα εργαλεία που

δημιουργούμε όσο και οι διαδικασίες που αναπτύσσουμε, είναι σχετικά νέα, δεν υπάρ-

χει προκαθορισμένη πορεία δράσης· πρέπει να ανακαλύψουμε τις βέλτιστες πρακτικές

παράλληλα με τον μηχανισμό.

Συνολικά, δεν κατασκευάσαμε μια ολοκληρωμένη λύση Split Pipelines. Δεν υλοποιήσα-

με τον καθολικό σχεδιασμό που θα εκτελεστεί με αυτοματοποιημένο τρόπο σε περιβάλ-

λοντα παραγωγής και θα λύσει μονομερώς κάθε σύγχρονο πρόβλημα του κλάδου της

μηχανικής μάθησης. Εδραιώσαμε, ωστόσο, στέρεα θεμέλια πάνω στα οποία μπορούμε

τώρα με σιγουριά να χτίσουμε. Αναγνωρίσαμε τη ροή εργασίας ανάπτυξης μοντέλων

μηχανικής μάθησης ως μια εγγενώς πολυ-βηματική διαδικασία και συνεχίσαμε διερευ-

νώντας τις διαφορετικές ανάγκες κάθε βήματος. Στη συνέχεια, καταδυθήκαμε βαθιά

133
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στα βήματα ενός pipeline μηχανικής μάθησης για να εκθέσουμε τις εξαρτήσεις τους και

διερευνήσαμε σχολαστικά τα υποκείμενα συστήματα. Τέλος, με την αποκτηθείσα γνώ-

ση ως εργαλείο, και βασιζόμενοι στις υπάρχουσες τεχνολογίες, καταφέραμε να σχεδιά-

σουμε έναν γενικό μηχανισμό για την υποστήριξη της κατανεμημένης εκτέλεσης ροών

εργασίας μηχανικής μάθησης σε διαφορετικές συστοιχίες, υλοποιώντας ορισμένα από

τα βασικά συστατικά του.

5.2 Μελλοντικό Έργο

Στο πλαίσιο αυτής της διπλωματικής, θέσαμε τις βάσεις και δώσαμε ενα στέρεο proof

of concept για την ενορχήστρωση της γεωγραφικά κατανεμημένης εκτέλεσης ροών ερ-

γασίας μηχανικής μάθησης σε διαφορετικές συστοιχίες Kubernetes. Αυτό ήταν μόνο

το πρώτο βήμα, ωστόσο. Θα χρειαστεί πολύ περισσότερη δουλειά, ώστε το παρόν έρ-

γο να εξελιχθεί στην ολοκληρωμένη λύση Split Pipelines που οραματιζόμαστε. Προς

αυτή την κατεύθυνση, έχουμε ήδη μια σαφή λίστα επόμενων βημάτων, με τα οποία θα

καταπιαστούμε τους επόμενους μήνες:

• Υλοποίηση μηχανισμού πρόωρης διακοπής για τα KFP και Argo

Όπως επισημαίνεται στη σχετική ενότητα του σχεδιασμού (3.5), προς το παρόν

προσομοιώνουμε την πρόωρη διακοπή μέσω της δυνατότητας υπό όρους εκτέ-

λεσης βημάτων του KFP. Ωστόσο, αυτό απέχει πολύ από το ιδανικό. Θα θέλαμε

το σημείο διακοπής να είναι παραμετροποιήσιμο, χωρίς να απαιτείται η αλλαγή

του κώδικα του pipeline από τον χρήστη, και χωρίς να μεταβάλλεται το σχετικό

Workflow spec, ούτως ώστε να μπορεί να παρέχεται (π.χ. μέσω του UI) κατά την

υποβολή μιας εκτέλεσης pipeline, αντί να καθορίζεται κατά τη μεταγλώττιση.

Μια τέτοια λειτουργικότητα απαιτεί πιθανότατα αλλαγές τόσο στο KFP όσο και

στα Argo Workflows, καθιστώντας αναγκαίο τον συντονισμό με τις αντίστοιχες

ομάδες.

• Εκτέλεση λεπτομερούς συγχρονισμού [μετα]δεδομένων

Όπως περιγράφεται στη σχετική ενότητα σχεδιασμού (3.4), έχουμε μέχρι στιγμής

υλοποιήσει έναν γενικό, αλλά κάπως χοντροκομμένο, μηχανισμό συγχρονισμού

που βασίζεται στη λήψη στιγμιότυπων ολόκληρων PVC των βάσεων δεδομένων

και αναπόφευκτα συνεπάγεται απώλεια δεδομένων στην τελική τοποθεσία.
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Ιδανικά, θα θέλαμε να μεταφέρουμε μόνο τους ακριβείς πόρους που απαιτούνται

για τη λειτουργία του μηχανισμού. Για το σκοπό αυτό, θα πρέπει να ξεπεράσουμε

το πρόβλημα των συγκρούσεων που προκύπτουν κατά τη συγχώνευση δεδομέ-

νων, πιθανότατα εισάγοντας θεμελιώδεις αλλαγές στο σύστημα τουMLMD (π.χ.

GUID αντί για ακέραια ID, βλ. 3.4.1).

• Αυτοματοποίηση της διαδικασίας

Το proof of concept που περιγράφεται στο πλαίσιο της παρούσας διπλωματικής,

περιλαμβάνει πολλά χειροκίνητα βήματα. Ωστόσο, εφόσον αντιμετωπιστούν τα

παραπάνω σημεία, έχουμε ήδη τα εργαλεία (και τον μηχανισμό) που θα επιτρέ-

ψουν την πλήρη αυτοματοποίηση της διαδικασίας από άκρο σε άκρο.

• Ενσωμάτωση των συνεισφορών μας στον upstream κώδικα
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1
Introduction

In this first chapter we will provide an outline of the scope of our work. We will start by

providing a brief overview of the task at hand, talking about the shortcomings of existing

solutions, before proceeding with a high-level description of our proposed mechanism.

Finally, we will present the structure of this thesis.

1.1 Motivation

Machine Learning is a term that gets tossed around a lot, increasingly often over the past

couple of decades. Of course, neither the concept nor most of the associated technolo-

gies are particularly new. In fact, the term itself dates back to the 1950’s, when Arthur

Samuel, an IBM engineer, obsessed with “this general problem of writing a program that

would appear to exhibit intelligence ” [1], developed his self-learning Checkers playing

program [2]. This was based on a loss function that would calculate the probability of

winning the game based on the current position, similar to what we see in Reinforce-

ment Learning algorithms.

Since then, machine learning has come a long way; surely, loads of money has been

channeled towards relevant research, with new algorithms having been developed. Its

recent explosive expansion would never have been possible, however, if it wasn’t for the

rapid technological advances in storage and processing power. Today, machine learn-

ing or simply ML, as it is often called, has become exceedingly pervasive. From self-

driving cars and virtual assistants to email spam detection and Netflix’s recommenda-

tion system, it has broken through every aspect of our everyday lives. In light of this,
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businesses across industries are forced to take a closer look, realizing that being able to

extract knowledge from an abundance of data makes them more efficient, giving them

an advantage over competitors, and allowing them to promptly recognize new sources

of revenue.

Unfortunately, there is a fundamental difference between building an ML model in the

Jupyter notebook and deploying an ML model into a production system that generates

business value. In fact, the machine learning lifecycle consists of many complex com-

ponents such as data ingest, data prep, model training, tuning, deployment and mon-

itoring, explainability, and much more. It is only natural, therefore, that it should also

require close collaboration across teams and functions, fromData Science andData En-

gineering to Security and ML Engineering. Naturally, it requires stringent operational

rigor to keep all these processes synchronous and working in tandem. MLOps is an ap-

proach that encompasses the experimentation, iteration, and continuous improvement

of the machine learning lifecycle.

MLOps is based onDevOps principles and practices that increase the efficiency of work-

flows, with examples including continuous integration, delivery, anddeployment. When

applied to the machine learning process, MLOps comprises the operations, procedures

and associated tools that allow data scientists to create reproducible, portable machine

learning pipelines, package and reuse their software environments, track and monitor

the entire machine learning lifecycle, and collaborate. Kubeflow, an open-source plat-

form and ML toolkit, aspires to bridge the gap between the technologies data scientists

are already familiar with, and the best practices derived by the MLOps principles, mak-

ing the deployment of machine learning models on Kubernetes easy.
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1.2 Problem Statement

Arguably, the most crucial Kubeflow component is Kubeflow Pipelines (KFP), a plat-

form for building and deploying portable and scalable machine learning (ML) work-

flows based on Docker containers. A pipeline, in the KFP jargon, is essentially a de-

scription of an ML workflow, expressed as a set of tasks, self-contained steps in the ML

process with specific inputs and outputs, interconnected in a graph to execute the ML

task at hand. When running a pipeline with KFP, each step is executed as a container in

a Kubernetes Pod, thanks to the underlying Argo Workflows mechanism. More details

on Kubernetes, Argo and KFP can be found in the corresponding Background sections

(2.2, 2.3, and 2.4.1, respectively).

Until now, we have been using Kubeflow and KFP in particular to orchestrate the ex-

ecution of ML pipelines on a single Kubernetes cluster. Indeed, Kubeflow provides an

exquisite platform to support the entire ML model lifecycle, from development to pro-

duction, enabling data scientists to develop, iterate on, train and serve theirmodel, with-

out ever having to leave their cluster.

Although convenient, this “pipeline” fails to take into account a number of parame-

ters which stem from the fact that developing ML products is an inherently multi-step

procedure. Each of these steps, from collecting, studying and preprocessing the data,

to developing, training and deploying the resulting model presents with its own set of

characteristics and, therefore, requirements. It is, consequently, apparent that execut-

ing the entire workflow in a single location, cannot possibly make for the best use of the

available resources, nor adequately address those particular requirements.

Figure 1.1: ML Lifecycle: Requirements & Specs
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As depicted in figure 1.1, in order to be able to reason about the needs of a machine

learning workflow, it is worth breaking it down into three distinct lifecycle phases; de-

velopment, training and serving. Industry experience suggests that each of them is usu-

ally mapped to a separate location, and it makes perfect sense! Development, more

often than not, happens “locally”. This can either be the data scientist’s laptop, a VM

residing on the cloud, or even a development cluster, shared between users or teams. Its

sole purpose is to provide an environment for data scientists to be able to iterate swiftly,

using tools they are already familiar with, and collaborate.

On the other hand, model training is a notoriously arduous task. Take the recently

released StableDiffusionmodel [3] for example, created by Stability.ai and LMUMunich

to provide a powerful tool for generating images from text, influenced by the likes of

Open AI’s DALL·E 2 [4] or Google Brain’s Imagen [5]. Contrary to what was formerly

the case for image synthesis, Stable Diffusion does not require a supercomputer to run,

but rather a conventional graphics card. This is only possible due to the fact that, during

training, billions of images (i.e. a few terrabytes of data) were digested, and their essence

was distilled into anAImodel of just a few gigabytes [6]. To this end, the training process

took place on Stability’s 4,000 A100 Ezra-1 AI ultracluster over the course of a month.

Even if Stable Diffusion cannot be considered the norm, it should be evident by now

that model training is bound to require an infrastructure that provides access to the

training data, as well as powerful specialized computing resources. More often than

not, this does not coincide with either the development cluster, or the serving location,

which can be any edge device, ranging from a watch to a self-driving car. But, if the

machine learning workflow is de facto distributed across clusters and locations, why

should Kubeflow Pipelines be confined to a single location? Our answer is categorical;

they shouldn’t be. Enter Split Pipelines!

1.3 Proposed Solution

In this thesis we will provide a mechanism and a proof of concept implementation to

facilitate executing machine learning workflows across Kubernetes clusters with Kube-

flow. This project, essentially designed to allow “splitting” the training and serving steps

of a Pipeline over distinct locations, will henceforth be referred to as Split Pipelines.
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In order to achieve this, we are going to be building on the existing Kubeflow stack,

backed by Argo Workflows and Kubernetes, with the help of Kale and Rok, proprietary

software components shipped as part of Arrikto’s Enterprise Kubeflow solution (more

on these in the corresponding Background sections, 2.5 and 2.6).

Running a pipeline on a single location using this infrastructure is incredibly easy; Kale

greatly simplifies pipeline development, allowing data scientists to focus on their appli-

cation code, instead of writing tedious, deployment-specific boilerplate. At the same

time, it automates the pipeline’s compilation to Kubeflow components, which will sub-

sequently be translated and combined into an Argo Workflow, a resource describing a

set of interconnected tasks that can be run on Kubernetes. Then at runtime, Kale, with

the assistance of Rok, Arrikto’s data management platform, takes over once more, to

make the execution model and data passing mechanism as straightforward as possible.

Simple as the proceduremay seem at first glance, it definitely hides certain pitfalls. These

are all blatantly exposed as soon as we start thinking about splitting the pipeline across

locations, with several questions arising: what is the mechanism that will even allow

running some steps of the pipeline on some location and the rest in a different one? Of

course, we can expect that there are going to be dependencies between steps. In a non-

trivial pipeline, where some steps are put together to perform a meaningful task, we can

safely assume that the output of a step is propagated as an input to a downstream (i.e.

following) one. What are these dependencies exactly? In other words, which are the

pieces of data, necessary for the downstream step to execute and complete successfully?

And, finally, given that we have identified those pieces, how do we transfer them from

their source to the location where they are required?

The concept of Split Pipelines fundamentally revolves around the above questions, la-

belled as problems P1, P2 and P3 in the diagram of figure 1.2, where a commonmachine

learning pipeline is depicted split across three locations. We are going to revisit this dia-

gram in theDesign chapter (3), where wewill concentrate on answering these questions,

starting from the definition of the proposed mechanism itself and, subsequently, pro-

ceeding to perform a deep dive into its individual components, in order to expose all

underlying dependencies. Finally, we will describe a generic methodology for syncing

(i.e. migrating) resources between Kubernetes clusters, before specifying it for the task

at hand. Then, in the Implementation chapter (4), we will provide insight on the im-
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plementation details of the migration tool we created to allow data syncing between the

execution locations of a split pipeline.

Figure 1.2: I got 99 problems and Split Pipelines is one...

In short, our mechanism is simple. We are going to be uploading and running the same

pipeline on all locations, while leveraging KFP caching, so that steps which have already

run on a previous location do not need to execute again. For this to work, all metadata

required for the caching decision, along with the completed steps’ output data, have to

by synced between every location.

1.4 Outline

The content of this thesis is structured as follows:

• Chapter 2: A bottom-up exploration of the theoretical background necessary for

the reader to comprehend the concepts discussed in this thesis

• Chapter 3: An exhaustive investigation of the core software components and

mechanisms involved in our proposed design, containing a thorough study of

Argo data passing and KFP caching systems

• Chapter 4: An examination of the core implementation aspects of our effort

• Chapter 5: A brief overview of our effort, along with proposed future work



2
Background

In this section we will provide the theoretical background required for understanding

the concepts presented in the rest of this thesis, focusing on the core software compo-

nents mentioned in the following chapters.

Given that this thesis covers a lot of ground and involves several moving parts, we will

have to start from the very bottom, touching on the concept of containers, which are

after all our building blocks, moving on to Kubernetes, the core of our infrastructure

and proceeding to present the technologies we will be running on top of it.

2.1 Containers

In the modern, swiftly evolving tech ecosystem, application development, deployment

andmanagement has become increasingly complex. New technologies are always emerg-

ing and the need for interoperability, scalability and wide-scale collaboration is greater

than ever. A technology that aims to address those needs is containers [7].

A container is a standard unit of software that packages up code and all its dependencies

so that the application runs quickly and reliably from one computing environment to

another. In that sense, containers decouple applications from underlying host infras-

tructure. This makes deployment easier in different cloud or OS environments.

Containers leverage a form of operating system (OS) level virtualization in which kernel

features are utilized to isolate processes and control the amount of resources available

to them (e.g. CPU, memory, disk). In the case of the Linux kernel, these features are

namespaces and cgroups, respectively.
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2.1.1 Namespaces and cgroups

Namespaces is a feature of the Linux kernel that partitions kernel resources such that

one set of processes sees one set of resources while another set of processes sees a dif-

ferent set of resources. According to the relevant man page [8], a namespace wraps a

global system resource in an abstraction that makes it appear to the processes within the

namespace that they have their own isolated instance of the global resource. Changes

to the global resource are visible to other processes that are members of the namespace,

but are invisible to other processes. There are eight namespace types, with some of the

most commonly used being process IDs, user and group IDs, hostnames, mountpoints

and network devices.

cgroups, an abbreviation from control groups, is a Linux kernel feature that limits, ac-

counts for, and isolates the resource usage (CPU, memory, disk I/O, network, etc.) of a

collection of processes.

2.1.2 Containers vs VMs

When thinking about virtualization, the first thing that comes to mind is virtual ma-

chines (VMs), where a hypervisor is leveraged to virtualize physical hardware. Each

VM contains a guest OS, a virtual copy of the hardware that the OS requires to run,

along with an application and its associated libraries and dependencies.

Containers, on the other hand, rely on virtualization at the operating system level, run-

ning on top of the hostOS kernel directly. As a result, each individual container contains

only the application along with its libraries and dependencies. The absence of the guest

OS is why containers are so lightweight and, thus, fast and portable. In other words,

they start much faster (no need for an entire OS to boot) and require a fraction of the

memory compared to VMs. They are, for all intents and purposes, just Linux processes.

2.1.3 Container Images

While a container represents a running object, a container image is a static represen-

tation that determines its execution, providing information about the containerized

filesystem structure, as well as configurations regarding the runtime execution. An im-
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age is an immutable file composed of read-only layers stacked up on top of a parent

image (also known as a base image), with each layer describing a set of differences from

the previous one on the stack.

2.2 Kubernetes

As container adoption became more mainstream as part of the modern, cloud-native

application landscape, the simplicity of a single container was quickly overshadowed by

the challenge of deploying andmanaging hundreds (or even thousands) of them across a

distributed environment. Thus, the need for container orchestration systems to manage

containers throughout their lifecycle emerged. Themain challenges these had to address

were:

• Provisioning

• Redundancy

• Health Monitoring

• Resource Allocation

• Scaling and Load Balancing

• Moving between Physical Hosts

Kubernetes, an open-source project originally developed by Google in 2014 that strived

to address those requirements quickly became the de facto standard in container or-

chestration platforms. Kubernetes [9], also known as K8s, is a portable and extensible

system for automating deployment, scaling, and management of containerized applica-

tions.
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According to the official documentation [10], these are some of the features that Kuber-

netes provides:

• Service discovery and load balancing

Expose a container using the DNS name or using their own IP address. Load bal-

ance and distribute the network traffic tomaintain the stability of the deployment

• Storage orchestration

Automatically mount arbitrary storage systems, e.g. local storages, public cloud

providers, and more

• Automated rollouts and rollbacks

Describe the desired state for deployed containers and have Kubernetes control

and manage the transition from the current to the desired state

• Automatic bin packing

Fit containers onto cluster nodes according to their requirements (e.g. CPU or

memory) ensuring the best use of the available resources

• Self-healing

Automatically restart containers that fail, replace containers and kill containers

that don’t respond to the user-defined health checks

• Secret and configuration management

Store and manage sensitive information, such as passwords, OAuth tokens, and

SSH keys.

2.2.1 Kubernetes Cluster

When talking about Kubernetes, we are usually referring to a cluster, that is, essentially

a set of worker machines, called nodes, that run containerized applications (at least one

node per cluster). Worker nodes are responsible for executing the applicationworkload.

The control plane, on the other hand, is responsible for managing the worker nodes.

In production environments, the control plane usually runs across multiple computers

and a cluster usually runsmultiple nodes, providing fault-tolerance and high availability

[11].



2.2. KUBERNETES 147

Figure 2.1: The components of a Kubernetes cluster

Control Plane Components

Control plane components can be run on any machine in the cluster, make global de-

cisions about it (e.g. scheduling) and are responsible for detecting and responding to

cluster events.

• kube-apiserver

The front-end of the Kubernetes control plane, which exposes the Kubernetes

API. Commonly referred to as just API Server or Kubernetes API Server.

• etcd

Consistent and highly-available key value store used as Kubernetes’ backing store

for all cluster data.

• kube-scheduler

Watches for newly created Pods with no assigned node, and selects a node for

them to run on, based on resource requirements, hardware/software/policy con-

straints, affinity and other factors.

• kube-controller-manager

Runs controller processes, e.g. Node/Job/Endpoints controller. We’ll dive into the

controller concept (a core pattern in Kubernetes development) in a subsequent

section.
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• cloud-controller-manager

Embeds cloud-specific control logic and allows linking the cluster into the cloud

provider’s API.

Node Components

Node components run on every node and are responsible formaintaining running pods

and providing the Kubernetes runtime environment. The kubelet, more specifically, is

an agent that ensures that containers are running and healthy according to the provided

specifications, while the kube-proxy is responsible for maintaining network rules on

nodes. Finally, a container runtime is required for containers to run (e.g. containerd).

2.2.2 Kubernetes Objects

Kubernetes objects [12] are persistent entities in the Kubernetes system, exposed and

managed through theKubernetesAPI and stored in etcd. These objects serve as “records

of intent”, meaning that they describe the cluster’s desired state. At this point, it is crucial

to stress that Kubernetes is predominantly a declarative system. Simply put, describing

the intended (i.e. desired) end result is sufficient; Kubernetes will then continuously

strive to meet the specified state, proceeding to make any required correctional steps.

This would not be the case in an imperative system, where the list of steps has to be

provided instead. An example can help clarify the above concepts (the K8s jargon there

is unimportant for now):

• Declarative System: “There should be a ReplicaSet with three Pods”

– Kubernetes will ensure that a ReplicaSet with three Pods exists at all times

– If one of the Pods gets killed, Kubernetes will detect the deviation from the

desired state and create a new Pod so that the provided specifications are

met again

• Imperative System: “Create a ReplicaSet with three Pods”

– The above is a command that is executed immediately

– Kubernetes does offer this kind of imperative management as well
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Objects are defined by their kind, the Kubernetes apiVersion used to create them,meta-

data that uniquely identify them, like the name, aUID and (optionally) a namespace, as

well as their spec, which specifies the desired state. It is worth noting that living objects

also have a status field which describes their current state.

Undeniably, the most common Kubernetes objects are Pods [13], the smallest deploy-

able units of computing that one can create and manage in Kubernetes. They are groups

of (most commonly) tightly coupled containers that are co-located and co-scheduled

and share storage and network resources. Pods are designed to support multiple co-

operating containers that form a cohesive unit of service. We might have several app

containers running in a Pod, for example a main container that acts as a web server for

files in a shared volume, and a separate “sidecar” container that updates those files from

a remote source. There might also be init containers that start and complete before any

app containers.

This is a simple Pod definition in YAML format (commonly used for Kubernetes re-

sources), describing a Pod with a single container running an nginx server listening on

port 80:

apiVersion: v1

kind: Pod

metadata:

name: nginx

spec:

containers:

‐ name: nginx

image: nginx:1.14.2

ports:

‐ containerPort: 80

Individual Pods are rarely- if ever- created directly in Kubernetes, since they are meant

to be relatively ephemeral entities. Instead, we usually create them using workload re-

sources (other Kubernetes objects) such as Deployments, which represent a replicated

application in a cluster, Jobs for finite or batch tasks that run to completion or State-

fulSets when tracking state is required.
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Custom Resources

A resource is an endpoint in the Kubernetes API that stores a collection of API ob-

jects of a certain kind; for example, the built-in pods resource contains a collection of

Pod objects. Is is often the case that new data structures are required to address special

application requirements that are not covered by the existing Kubernetes resources, or

abstractions/summarizations over sets of other controlled resources. In a system as cus-

tomizable and modular as Kubernetes, it is of course possible, to extend the provided

API by adding what is calledCustomResources (usually abbreviated toCR) [14]. Once

a Custom Resource is created, its objects can be manipulated in the same way as any

Kubernetes native object.

Defining a Custom Resource can be as easy as using the CustomResourceDefinition

(CRD) API resource to specify the name and schema of the new resource. Defining

a CR, however, won’t get us much further than simply allowing storing and retrieving

resources of that particular kind. In order for any additional business logic to be intro-

duced, Custom Resources are often coupled with custom Controllers in what is called

an operator pattern (more on that in the following section) to truly assimilate into the

Kubernetes declarative API, according to which (as we have hinted on before), the user

specifies a desired state and a Kubernetes Controller strives to keep the current state in

sync with that.

2.2.3 Controllers and the Operator Pattern

In the previous sections we briefly touched on the differences between declarative and

imperative systems, as well as the distinction between the desired and the actual, current

state of a Kubernetes object. The Kubernetes components charged with the responsibil-

ity of continuously driving the current state of an object towards the desired one are

called Controllers [15]. They are, essentially, control loops that watch the state of the

cluster, making or requesting (e.g. from the API server) changes where needed. A Con-

troller tracks at least one Kubernetes resource type, aiming to match its state with the

one specified in the object spec.

Kubernetes comes with a set of Controllers already compiled as part of the control

plane’s kube-controller-manager to handle core functionality, like ensuring that a group

of Pods is running as specified (i.e. the Deployment or Job Controller). It is, however,
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really common that Kubernetes has to be extended for additional functionality to be

introduced. This is often achieved through the use of Custom Resources and associated

custom Controllers, a practice known as the operator pattern, with the goal of extend-

ing the Kubernetes API- without having to modify the Kubernetes code itself- to create,

configure, andmanage instances of complex applications on behalf of a Kubernetes user.

Figure 2.2: The Operator Pattern [16]

A good example of a Controller that we will discuss in depth in later sections is that of

the Argo Workflow Controller, which is responsible for observing the Argo Workflows

(Custom Resources) living in the cluster, creating Kubernetes resources (spoiler alert;

it is going to be Pods) to carry out tasks defined in their spec and, then, updating the

status of the Argo Workflow CRs with the produced results (e.g. task outputs).

2.2.4 Storage

Containers running with some non-trivial workload usually produce some kind of out-

put, which is, most commonly, written locally. This quickly becomes problematic, when

these containers run inside a Pod in a Kubernetes cluster, since, as far as Kubernetes

is concerned, containers are by all means ephemeral. When a container crashes, the

kubelet just restarts it. However, any on-disk files written by the old container are lost.

This only goes to show that managing storage on Kubernetes is not trivial, which is why

Kubernetes introduces the abstraction of Volumes [17] to address issues of storage per-

sistence and sharing.
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We can think of Volumes as directories, mounted under a specific path, possibly con-

taining some data, accessible by the containers running in a Pod. The specifics of how

that directory is created, the medium that backs it, its contents and its life-cycle largely

depend on the particular volume type used. There are ephemeral volumes that share

the lifetime of a Pod. However, here we will be focusing on volumes that are preserved

beyond the lifetime of a Pod, known as Persistent Volumes [18]. We will be introducing

two new API resources: PersistentVolume and PersistentVolumeClaim.

PersistentVolumes

A PersistentVolume (PV) is a piece of storage in a cluster which has been provisioned

either statically by an administrator or dynamically using a Storage Class.

StorageClass is a Kubernetes resource which allows administrators to de-

scribe the “classes” of storage they offer, with different classes possibly

mapping to different quality-of-service levels, or to backup policies, or to

arbitrary policies determined by the cluster administrators. It provides a

way for a variety of PersistentVolumes- that differ in more ways than just

size and access modes- to be offered, without exposing users to the details

of how those volumes are implemented. In later sections we will talk about

the rok storage class.

PersistentVolumes have a lifecycle independent of any individual Pod that uses them.

This API object captures the details of the implementation of the storage, be that NFS,

iSCSI, or a cloud-provider-specific storage system.

PersistentVolumeClaims

A PersistentVolumeClaim (PVC or simply claim) is a request for storage by a user.

Simply put, a PVC is to a PV what a Pod is to a cluster node; Pods consume node re-

sources and PVCs consume PV resources. More specifically, PersistentVolumeClaims

can request specific size and access modes (e.g. RWO, RWX), the same way that Pods

can request specific levels of resources (i.e. CPU and memory). A control loop in the
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master watches for new PVCs, attempts to find a PV that matches the specified PVC

requirements, and binds them together in a 1-1 mapping.

Pods access storage by using the claim as a volume. Claims, like Pods, are namespaced

and as a result must exist in the same namespace as the Pod using them. The cluster re-

trieves the claim in the Pod’s namespace and uses it to get the PersistentVolume backing

it. The volume is then mounted to the host and into the Pod [19].

A simple example is provided below of how a PVC (i.e. superImportantClaim) is bound

to a Pod (i.e. myBeautifulPod), allowing the latter to mount and access the backing PV

(i.e. aRandomVolume) under the “/var/www/html” directory.

apiVersion: v1

kind: Pod

metadata:

name: myBeautifulPod

spec:

containers:

‐ name: myMediocreFrontend

image: nginx

volumeMounts:

‐ mountPath: ”/var/www/html”

name: aRandomVolume

volumes:

‐ name: aRandomVolume

persistentVolumeClaim:

claimName: superImportantClaim

VolumeSnapshots

Kubernetes provides a standardized way of copying a volume’s contents at a specific

point in time, without creating an entirely new volume, through the use of snapshots.

Being able to take PVC snapshots and later restore PVCs from them, essentially recreat-

ing the state of a previous point in time or a completely different location (spoiler alert;

more on that later), is an invaluable Kubernetes feature that enables database backups,
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critical for data migrations and disaster recovery among other use-cases. For now, fa-

miliarity with the following Kubernetes resources will suffice:

VolumeSnapshotContent A snapshot taken from a volume in the cluster.

It is a resource in the cluster just like a PersistentVolume is a cluster resource.

VolumeSnapshot A request for a snapshot of a volume.

It is to VolumeSnapshotContent what a PVC is to a PersistentVolume.

2.3 ArgoWorkflows

Argo Workflows [20] is an open source container-native workflow engine for orches-

trating parallel jobs on Kubernetes, implemented as a Kubernetes Custom Resource

Definition (CRD). Simply put, it allows defining workflows in a Kubernetes-native way,

expressing the dependencies between tasks through the use of a directed acyclic graph

(DAG) and running them on Kubernetes where each task is a container. The most im-

portant resource in Argo is the Workflow, which serves two functions:

• It defines the workflow to be executed (Workflow.spec field)

• It stores the state of the workflow (Workflow.status field)

An example Workflow retrieved from the Argo documentation [21] is presented below

where a DAG of 4 steps, A, B, C and D is defined. This DAG describes the dependencies

between steps. It is clear that step A has no dependencies, and as a result will run first.

Steps B and C on the other hand both depend on A and have no further dependencies.

Therefore, they can run in parallel, after A has completed. Finally, D depends on B and

C, meaning that it will have to run last, resulting in what looks like a diamond shaped

DAG.

In our example each task runs the same template, echo, providing different input param-

eters. A template is Argo’s way of describing what will be run, most commonly provid-

ing a container specification, defining the base image (e.g. alpine:3.7), possible inputs

and/or outputs, as well as the entrypoint command (an echo command here, printing

out the message that is received via the input parameters)
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apiVersion: argoproj.io/v1alpha1

kind: Workflow

metadata:

generateName: dag‐diamond‐

spec:

entrypoint: diamond

templates:

‐ name: echo

inputs:

parameters:

‐ name: message

container:

image: alpine:3.7

command: [echo, ”{{inputs.parameters.message}}”]

‐ name: diamond

dag:

tasks:

‐ name: A

template: echo

arguments:

parameters: [{name: message, value: A}]

‐ name: B

dependencies: [A]

template: echo

arguments:

parameters: [{name: message, value: B}]

‐ name: C

dependencies: [A]

template: echo

arguments:

parameters: [{name: message, value: C}]

‐ name: D

dependencies: [B, C]

template: echo

arguments:

parameters: [{name: message, value: D}]

Having already talked about the operator pattern and mentioned that the Workflow is a

Kubernetes CR, we can suspect that a core component of the Argo Workflows architec-

ture is going to be the Argo Workflow Controller. We won’t go into much detail here,



156 CHAPTER 2. BACKGROUND

since we will have the chance to dive deeper in the following chapters, but we can keep

in mind that the Workflow Controller is responsible for continuously watching for new

WorkflowCRs submitted to Kubernetes, parsing them to figure out and resolve any step

dependencies, creating a Pod to run each step and, as soon as it has completed, collect-

ing any outputs, updating the Workflow.status accordingly and proceeding to do the

same for the next step if needed.

2.4 Kubeflow

Kubeflow [22] is a Machine Learning toolkit for Kubernetes that aspires to make de-

ployments of machine learning (ML) workflows on Kubernetes simple, portable and

scalable.

• Portable: Run ML systems anywhere Kubernetes runs and ensure consistent be-

haviour across development, testing and production environments

• Scalable: Maximize available resources and scale with little manual effort

• Composable: Compose independent containerized components as steps in a full

ML workflow with defined inputs and outputs

2.4.1 Kubeflow Components

Instead of reinventing the wheel, Kubeflow focuses on bringing together best-of-breed,

already popular open-source systems for ML. These are exposed through a unified cen-

tral dashboardUI and include, Notebooks, Tensorboards, Pipelines, KFServingModels,

Katib (AutoML) experiments and ML Metadata Artifacts among others. Below we will

go through some of the most interesting subsystem for the purposes of this thesis.

Notebook Servers

Kubeflow includes services for spawning and managing Jupyter notebooks [23], one

of the most commonly used development environments among data scientists, which

provides an interactive environment for code editing and execution. On top of that,
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Figure 2.3: Kubeflow Components

Jupyter notebooks allow displaying computation results, attached to the code that gen-

erated them, using rich media representations, as well as adding commentary rich text

using theMarkdownmarkup language, making them an ideal tool for development and

collaboration.

Using the Notebook servers [24] Kubeflow component users can spin up their note-

books using either the default Docker image or custom ones that include any required

dependencies. ML frameworks and OSS Kubeflow components provide SDKs that en-

able you to write code to implement the steps in an ML workflow.

Kubeflow Pipelines

Undoubtedly one of the most important Kubeflow components is Kubeflow Pipelines

[25], often referred to by the abbreviated form, KFP, which offers a complete platform

for building and deploying portable, scalable machine learning (ML) workflows based

on Docker containers. It mainly consists of an engine for scheduling multi-step ML

workflows, exposed both through a UI and an SDK, through which data scientists can

easily define and manipulate pipelines and components (SDK), schedule runs and orga-

nize these in experiments (SDK/UI). What is a machine learning pipeline, though, and

why do we even care?

Over the past couple of decades, the explosive increase of available data, coupled with

advances towards greater compute power and affordable storage has propelled the growth

of machine learning, which has effectively invaded every major industry. It is, after all,

pretty simple; ML tools enable organizations to more quickly identify profitable oppor-
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tunities and potential risks, which almost makes them a prerequisite for success.

As adoption rises, however, a need to define strict rules and best-practices that will bring

models to production faster emerges. In an attempt to define and standardize the typ-

ical machine learning workflow, that is the process of developing, training, evaluating

and, eventually, deploying a model, we quickly realize that it is, inherently, a multi-step

process. Each step can be modelled as a distinct task, that receives some inputs and

produces some outputs. On top of that, it usually depends on previous steps.

Figure 2.4: A Typical Machine Learning Workflow

With the above in mind, we can say that a pipeline is a description of an ML workflow,

including all of the components in the workflow and how they combine in the form of a

graph. The pipeline includes the definition of the input parameters required to run the

pipeline and the inputs and outputs of each component.

In Kubeflow, a pipeline component is a self-contained set of user code,

packaged as a Docker image, that performs one step in the pipeline, e.g.

data preprocessing, data transformation, model training, etc.

An example Kubeflow Pipeline that executes some simple mathematical computations

can be seen below.
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Figure 2.5: An Example Kubeflow Pipeline

When a pipeline like the one shown above runs, the system launches one or more Pods

corresponding to the steps (components) in the workflow (pipeline). The Pods start

Docker containers, which are in turn responsible for running the user code. How is

that even possible?

Well, the answer here is fairly simple; Argo Workflows (2.3). Pipelines written using the

KFP SDK get compiled to Argo Workflows by the KFP compiler. Each Pipeline step is

translated to a Workflow task which will be run in a container.

After compilation is finished, running a Pipeline is as simple as submitting the corre-

sponding Workflow CR to Kubernetes. The Argo Workflow Controller will, then, pick

it up and handle the rest, parsing the CR, running the steps while taking care of any

dependencies and collecting the produced outputs.
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Figure 2.6: Kubeflow Pipeline to Argo Workflow

2.4.2 Persistence in Kubeflow

Kubeflow uses different stores to cover distinct parts of the application logic. This is

mostly due to its nature as a collection of independent components, which are open-

source projects developed and meant to run independently. With that in mind, it is

only natural that each service would deploy its own persistence layer, surely promoting

separation of concerns, but unfortunately also adding to the complexity of our architec-

ture.

MinIO Object Store

MinIO [26] is a high-performanceKubernetes-native, S3-compatible object store,mainly

used for storing unstructured data. It offers a filesystem-like interface, where objects are

organized in “buckets” instead of directories.

MinIO is the default KFP object store, living inside the cluster in the kubeflow names-

pace. It is, in fact, baked into KFP and is set up as part of its Deployment, with an access

key, as well as a secret required to access it. KFP uses MinIO to store:

• Pipeline definitions (i.e. Workflow CRs)

– Submitted by the KFP API server

• Pipeline steps logs

– Submitted by Argo steps
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• KFP artifacts passed as Inputs and Outputs in pipelines

– Submitted by Argo steps

• KFP artifacts that are submitted as visualizations

– Submitted by Argo steps

KFP API Server MySQL DB

The KFP API server Deployment comes with a MySQL DB installation which is used

for storing complementary metadata about pipelines uploaded to KFP (not their def-

initions; these are stored in MinIO), including their name, namespace, input parame-

ters and versions, as well as information about runs, KFP experiments created to group

pipeline runs together, as well as scheduled recurring runs (jobs). Most of the informa-

tion stored here is exposed through the KFP UI.

Figure 2.7: KFP API Server DB Schema
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Machine Learning Metadata (MLMD)

ML Metadata (MLMD) [27] is an open-source project originally developed by Google

as an integral part of TensorFlow Extended (TFX) that offers a library for recording and

retrieving metadata associated with ML developer and data scientist workflows. Ev-

ery run of a production ML pipeline generates metadata containing information about

the various pipeline components, their executions, and resulting artifacts (e.g. trained

models). MLMD is meant to aid data scientists in understanding and analyzing the full

lineage of interconnected pipeline parts, helping highlight the connection between a

resulting model and the dataset, the hyper-parameters, as well as the pipeline run that

produced it.

ML Metadata comes with its own Metadata Store, offering a NoSQL-like abstraction

over an extendable storage layer that is currently implemented for SQLite and MySQL.

The store is used for registering:

• Metadata about the artifacts generated by ML pipeline steps

• Metadata about the executions of these steps

• Metadata about pipeline runs and associated lineage information

MLMD is deployed as part of Kubeflow and it is meant to be the connective tissue be-

tween the rest of its components, with proper logging and linking of metadata being

the backbone of a robust MLOps design. In standard Kubeflow installations, MySQL is

used as the database backing the Metadata Store. The main entities stored in MLMD

are:

• Context

An entity that’s meant to encapsulate others.

• Execution

An entity that executes/runs.

It can be part of one (or more) Contexts.

• Artifact

An entity that gets consumed or produced by an Execution.

It can be part of one (or more) Contexts.
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These entities are mapped to Kubeflow Pipelines concepts as shown in figure 2.8

More specifically, Contexts are mapped to KFP runs. Each pipeline run consists of a

number of steps, which is why we map Executions to KFP steps and make them part

of the Context that corresponds to the KFP run. Then each step can receive inputs and

produced outputs. As an example, we log input and output snapshots, as well as trained

models (see following sections for more) as Artifacts. We mark these as consumed or

produced by Executions (which correspond to steps) and we declare them as part of

Contexts (which correspond to KFP runs).

Figure 2.8: KFP to MLMD

Relationships between the above are expressed through the use of 3 additional MLMD

entities. We declare that an Artifact is consumed or produced by an Execution by sub-

mitting an Event. Then, thinking that a specific Artifact is attributed to the KFP run that

generated it, we have to use an Attribution to bind an Artifact to its Context. Finally,

since its pipeline step is associated with a specific pipeline run, anAssociation has to be

submitted to tie an Execution to a Context.

Finally, all Artifacts, Executions, and Contexts belong to some type. This type declares

the exact properties that an entity should define. Therefore, we have ArtifactTypes, Ex-

ecutionTypes, and ContextTypes, which essentially serve as schemas for their defining

entities. More specifically, <ENTITY>Type objects have a unique name and define a list

of properties with their types. Every <ENTITY> points to some <ENTITY>Type, and

it should satisfy the properties that its type indicates.
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Besides their properties, entities can optionally have additional and arbitrary custom

properties, which come with no limitations.

The entire database schema is depicted in figure 2.9, where somedegree of spatial locality

is attempted for entities related to one another.

Figure 2.9: MLMD DB Schema

What is immediately apparent from the provided schema is that the relationships de-

scribed earlier don’t actually show up on the diagram, with tables appearing discon-

nected, thus reinforcing the idea that it is after all a NoSQL database. This is due to the

fact that no Foreign Key constraints are enforced, with referential integrity relying on

the uniqueness of composite keys. This is a rather peculiar design decision that discour-

ages meddling with the MLMD MySQL data directly.

2.4.3 Arikto Enterprise Kubeflow (EKF)

Despite all of the handy features OSS Kubeflow has to offer, it does come with a set

of shortcomings. The Arrikto Enterprise Kubeflow (EKF) distribution extends the ca-

pabilities of the OSS Kubeflow platform with additional automation, reproducibility,

portability, and security features, integrating several tools in a unified solution. Some

of these tools, like Kale, Rok and Rok Registry constitute a vital component of the solu-

tion described in this thesis and will, hence, be discussed in the following sections.
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2.5 Kale

The OSS Kubeflow Pipelines platform enables data scientists to define and run complex

workflows in production environments. However, using this platform requires a level

of engineering expertise beyond that of most data scientists. OSS Kubeflow demands

containerizing pipeline components, a tedious process that often implies a significant

code refactoring aspect. On top of that, in order to leverage Kubeflow’s power, one has

to use the platform’s domain-specific language (DSL) to define their pipelines, which

can be hard and involves a lot of boilerplate code.

Kale [28], Arrikto’s Kubeflow orchestrator, aspires to overcome these limitations, pro-

viding high-level Python APIs that allow data scientists to define and run sophisticated

Kubeflow workflows, all the while using only the tools their already accustomed with;

Python code and Jupyter notebooks. To that end, Kale provides both an SDK and a GUI

in the form of a JupyterLab extension.

The Kale SDK allows users to write plain Python code and then convert it into fully re-

producible Kubeflow pipelines without making any changes to the original source code.

The JupyterLab extension, on the other hand, allows spinning off pipeline runs right

from inside a Jupyter notebook, allowing for rapid iteration and experimentation. Kale

additionally integrates with Katib to facilitate the configuration of hyper-parameter tun-

ing jobs, as well as with KFServing, enabling model serving with a single command,

helping to solve serious automation gaps in OSS Kubeflow.

Figure 2.10: Kale

Most importantly, Kale handles data dependencies and assists data passing between

KFP steps. KFP components are, by definition, independent and standalone, promot-

ing reusability and scaling. Kale enables dependency resolution and sharing by parsing
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the pipeline DAG, identifying dependencies, serializing objects and storing them in a

shared volumewhich ismounted on every step (each step runs in a separate Pod, accord-

ing to the Argo Workflows mechanism). The process of data serialization, also referred

to as marshalling, is performed by Kale’s marshalling backends- designed to handle a

number of different data types (e.g. dicts)- transparently to the user at the end of each

step. Kale follows the inverse process to deserialize/unmarshal inputs at the beginning

of each step during runtime.

The above described process is further assisted by EKF’s Rok component, which we will

discuss in the next section. Leveraging Rok’s snapshotting technology Kale captures

the entire environment at the start and end of each step by taking a snapshot of the

underlying PersistentVolumeClaim, solving OSS Kubeflow reproducibility issues and

relieving data scientists altogether from the burden of having to create Docker images

to package their code and dependencies as they would have to do when running plain

KFP steps (i.e. components).

2.5.1 MLMD Integration

Kale integrates with ML Metadata (MLMD) to log Machine Learning metadata that are

produced by Kubeflow Pipelines runs. More specifically, it logs information about runs,

models, datasets, and other artifacts. Artifacts are the files and objects that form the in-

puts and outputs of the components in anMLworkflow. Kale takes care of automatically

logging and properly connecting a number of Artifacts so that the user doesn’t have to

write any MLMD-specific code. Some of these are:

• Trained models

• Tensorboard logs

• Rok Snapshots (see the following section 2.6 for more information)

During runtime, Kale also takes care of creating a new Context for the pipeline run, as

well as an Execution for each step. The latter will prove extremely useful as we dive into

KFP caching in later chapters (3.3.3).
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2.6 Rok

Rok [29] is Arrikto’s proprietary datamanagement and storage platform that natively in-

tegrates withKubernetes through the Container Storage Interface (CSI) standard to pro-

vide advanced storage capabilities such as dynamic volume provisioning and topology-

aware scheduling, as well as snapshotting.

The Container Storage Interface (CSI) [30] is a standard for exposing ar-

bitrary block and file storage systems to containerized workloads on Con-

tainerOrchestration Systems (COs) likeKubernetes. UsingCSI third-party

storage providers can write and deploy plugins exposing new storage sys-

tems in Kubernetes without ever having to touch the core Kubernetes code.

Rok provides a data management layer that provisions PVCs on Pods in a way that en-

ables directly-attached, local NVMe devices to become primary, persistent storage. Al-

though it is in the critical control path of provisioning and managing volumes, it is not

in the critical path of I/O, which flows directly via the Linux kernel and is eventually

served by the NVMe device that is directly-attached to the same physical host.

Figure 2.11: Rok

Rok also allows taking snapshots of local persistent volumes, without impacting appli-

cation performance, that is without interfering with the application I/O path, thanks
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to Arrikto’s Linux kernel enhancements. Rok hashes, de-duplicates, and versions snap-

shots and then stores the de-duplicated, content-addressable parts on an Object Storage

service (e.g. Amazon S3) that is close to the specific Kubernetes cluster. The inverse

procedure is also possible, with Rok allowing the restoration of a snapshot’s contents on

a new local volume. Overall, we could say that the data management layer provided by

Rok combines the performance of local storage with the flexibility of shared storage.

From a higher level perspective, we groupRok snapshots together in Rok buckets, which

contain Rok objects. Each object can have multiple versions, with each version being

the snapshot of some resource (e.g. a PVC) at a different point in time. Using the ver-

sioning capabilities of Rok, we can restore distinct resources like PVCs, or even entire

environments like Notebooks to their exact state at any point in time.

Figure 2.12: Rok Versioning

2.7 Rok Registry

Rok Registry [31] is Arrikto’s proprietary solution for searching, discovering, and shar-

ing snapshots with other users, allowing the creation of private or public groups and the

definition of fine-grained access control lists (ACLs).

Rok Registry connects multiple Kubernetes clusters running Rok, no matter whether

they reside on-prem, on different cloud providers, or different regions of the same cloud

provider, into a decentralized network. It stores only references to data, not the actual

data, and allows Rok instances to sync snapshots between them by exchanging content-

addressable snapshot pieces over the P2P network, using a publish/subscribe model,

without actually being in the critical path of data syncing. When new snapshots are

created, only the changed chunks have to traverse the network.
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Figure 2.13: Rok Registry

Rok Registry helps address portability and security gaps in OSS Kubeflow, enabling

users to share and collaborate across clusters. It allows publishing buckets containing

snapshots, essentially making them discoverable by other users, who- with appropriate

authorization- can in turn subscribe to them. Rok, then, ensures that changes made by

a publisher are synced to all those subscribed to the corresponding bucket.
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3
Design

In this chapter we will proceed to thoroughly describe our proposedmechanism that al-

lows running Kubeflow Pipelines across multiple Kubernetes clusters, breaking it down

into distinct steps and taking a deep dive into each one of them. By the end of this chap-

ter, we will have a solid foundation of the concepts and intrinsic KFP and Argo mecha-

nisms involved in the implementation of what we like to refer to as Split Pipelines.

3.1 Overview

In recent years, machine learning has grown to become ubiquitous, invading every ma-

jor industry, from the banking sector and renewable energy fronts to the design of ad-

vanced medical equipment and self-driving cars. Hence, organizations are now surging

to get in the game, channelling enormous amounts ofmoney into relevant research. Un-

fortunately, companies can’t just throw money at data scientists and machine learning

engineers, and hope that magic happens; according to VentureBeat, 87% of data science

projects nevermake it to production [32]. The reason for this is thatmodel development

is actually only one piece in the puzzle.

The truth is that a machine learning project doesn’t start with the model development.

An abundance of data is required; data that has to be thoroughly studied, explored,

cleared and preprocessed. Access to data, however, and data sharing, even within the

boundaries of a single company is usually far from trivial, due to compartmentalized or

non-uniform storing, privacy and security concerns.

171
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On the other hand, amachine learning project doesn’t endwith themodel development,

either. The model needs to be trained and evaluated, leading to possible reiterations on

the building stage, before being promoted to the production environment, a process

often demanding significant DevOps expertise. Then, a model served in the production

environment presents a whole new set of challenges and special requirements, which is

why it has to be continuously screened and monitored.

Figure 3.1: TheMLOps Workflow

Evidently, the process outlined above is hard and, since we can’t expect data scientists to

be IT experts, inevitably involves a number of personas, from data and ML engineers to

DevOps and security specialists, who need to effectively communicate and collaborate.

In light of these, the need for a platform that facilitates access to data and data sharing,

provides rules and guidelines to constrain the model development workflow aspiring to

enable swift iteration and experimentation and brings together all of the different per-

sonas promoting collaboration, emerges as imperative. Kubeflow attempts to offer the

solution, providing the environment and the tools required to develop and orchestrate

ML workflows on a Kubernetes cluster. Kubeflow’s current feature-set, however, may

fail to capture some interesting scenarios that are common in large enterprises: separate

clusters and deployments that target different development stages (dev, prod) or work-

flow lifecycles (process, train, serve), or provide access to limited services (data lakes,

build systems, artifact repositories) or computing resources (GPUs, HPC devices).
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In figure 2.4 we showed a typical example of a machine learning workflow, where we re-

alized its inherent multi-step nature. Up to this point, though, we have been assuming

that every step of this process runs on the same location. This can’t be true, however,

provided that each piece of the workflow (i.e. development, training, serving) is char-

acterized by vastly different requirements and, of course, specs.

• Development Location A data scientist’s laptop or shared dev cluster

– Requirements: Familiar environment, e.g. Jupyter notebooks, Python

– Specs: Restricted storage and computing resources

• Training Location A powerful cluster usually on the cloud

– Requirements: Fast and powerful, near the training data

– Specs: Specialized computing resources, e.g. GPUs/HPC devices.

Access to data lakes or artifact repositories

• Serving Location An application server or an edge-device

– Requirements: App specific requirements

– Specs: Inference close to the data source, e.g. on self-driving cars

With the above in mind, we have to update our initial diagram to reflect the distributed

nature of this workflow.

Figure 3.2: A Typical Machine Learning Workflow: Revisited
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Based on the above, in the following sections we are going to propose and describe a

mechanism that will allow us to run different parts of the machine learning workflow

on distinct locations using Kubeflow. From now on, we will refer to this mechanism as

Split Pipelines.

3.2 Split Pipelines

As previously established, different parts of a machine learning pipeline have different

requirements, so it only makes sense that we would want to run each of them on a dif-

ferent location in an attempt to better satisfy these requirements. For the purposes of

this thesis, we will be using the term location to refer to a Kubernetes cluster, where

Kubeflow is deployed along with Arrikto’s proprietary stack. In other words, each lo-

cation is running Arrikto’s Enterprise Kubeflow solution, that is essentially Kubeflow

(2.4) with the automation treats of Kale (2.5) and the data management services of Rok

(2.6) underneath.

Our goal is pretty simple; we want to develop a single pipeline, but havemodel training

run on one location and model serving on another. In order to describe the proposed

Split Pipelines mechanism, we will use a common ML pipeline consisting of 5 steps as

an example. The pipeline schematically depicted below loads a dataset (it could also

perform any preprocessing transformations there) and splits it to the training and test

sets. Model training and evaluation follows, before themodel is served, that is, deployed

in a production environment, ready to be probed and perform inference.

Figure 3.3: Kubeflow Pipeline Split Across Three Locations
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The above pipeline can be developed using Kubeflow (or Kale) and run on a single lo-

cation without any fuss. The situation grows significantly more complicated, however,

if we start thinking about splitting its execution up between distinct locations. Steps

have inputs and outputs, which of course suggests that they have dependencies on each

other. What is the mechanism that renders Split Pipelines feasible, then? What are

the dependencies between the pipeline steps? Where are they stored? How can we sync

them across locations? These are the core questions that we will address in the following

sections.

3.2.1 Defining the Mechanism

Defining themechanism is rather straightforward; Split Pipelines is, essentially the com-

bination of three distinct steps:

Split Pipelines = Early Stopping + [Meta]Data Syncing + Caching

The premise is simple; if we run a pipeline step on Location A, collect anything it pro-

duces and transfer it to Location B, there is no reason that this step should have to run

again on Location B. This is based on the core assumption that a pipeline step that runs

the same code with the given set of inputs, should produce the same output. With that

in mind, we will show that if we sync all the produced outputs, various dependencies

and artifacts across locations, downstream pipeline steps can run successfully, without

the need for preceding steps that have already completed on another location to rerun.

Figure 3.4: Split Pipelines Mechanism
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Fortunately, KFP comes with its very own caching mechanism which detects steps that

have previously completed successfully and directly retrieves their outputs from an in-

termediate storage layer, without having to repeat their execution. Therefore, our goal

can be translated to getting KFP caching to work in a “distributed” fashion, essentially

simulating the effects of a step run. In other words, we will have to transfer both the

corresponding caching data, which will lead KFP to decide that the step has run before,

and the actual output data produced by the step, which are required for the downstream,

dependent ones to start and complete successfully, to the target location.

Figure 3.4 schematically captures the entire mechanism, which is looks like this in prac-

tice:

Algorithm 1 Split Pipelines
Ensure: KFP running on all Locations

Require: Upload same pipeline on Location A and Location B

1: Start pipeline run on Location A

Require: Let some steps execute

2: Interrupt the pipeline run using early stopping

3: Transfer caching metadata and step output data from Location A to Location B

Ensure: Syncing has finished

4: Start pipeline run on Location B

• Steps that have already completed on Location A show as cached

• The remaining steps start and complete successfully

3.2.2 An E2E Example

In this section we will walk through the complete run of the example pipeline shown

in figure 3.3, in order to establish a solid understanding of the entire procedure from a

high-level perspective before diving deep into the intrinsic details. We are going to be

running the familiar 5-stepML pipeline presented above to preprocess the input data on

Location A, perform model training and evaluation on Location B and finally serve the

model on Location C. All three Locations are running the Arrikto Enterprise Kubeflow

solution.
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• Step 1

As a first step, we need to upload the pipeline to KFP on all three Locations. We

can do this either using the KFP SDK or the KFP UI. It is very important that the

exact same pipeline definition is uploaded on all Locations.

Figure 3.5: Step 1: Upload Pipeline on all 3 Locations

• Step 2

After the pipeline has been uploaded we can trigger a run on Location A. We

can do this either using the KFP SDK or the KFP UI. The first 2 steps run and

complete successfully (showing as green on the diagram). After split-data has

finished, the pipeline run is interrupted, thus the following steps are shown as

grey in the diagram. We will discuss the design of early stopping in a later section

(3.5).

Figure 3.6: Step 2: Start Run on A + Use Early Stopping
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• Step 3

At the end of the previous step, split-data has completed its execution producing

the preprocessed train and test datasets. These would normally be used as inputs

to the immediate next step that trains the model. In our case, however, these

outputs, along with a series of metadata and other dependencies that we will be

investigating in depth in the following sections (3.3.2 and 3.3.3), have to find their

way to Location B, in order for caching to work. That’s exactly what happens next,

with the syncing mechanism that we will describe in the relevant section (3.4).

Figure 3.7: Step 3: Sync [Meta]Data from A to B

• Step 4

After syncing has finished, we can start a run on Location B. Given that the re-

quired metadata are now present locally, KFP will detect that the first two steps

have already run and their execution will therefore be skipped. The step outputs

will, instead, be retrieved directly from the cache.

The above is crucial to the legitimacy of our design, since retrieving cached results

merely requires a fraction of the time it would normally take for a new Pod to be

initialized and a pipeline step to be run. This overhead simply can’t be ignored,

especially in enterprise-grade circumstances. Suffice it to say, a step like train-

model is usually expected to process an enormous amount of data and perform

severely demanding computations, time and resource-wise.
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With the necessary outputs from the first 2 steps retrieved from cache, KFP can

proceed to run the next steps to train and evaluate the model, again employing

early stopping to interrupt the run before the last step starts. Cached steps are

coloured yellow here, so that we can distinguish them from the ones that actually

ran.

Figure 3.8: Step 4: Start Run on B + Find Cached Steps + Use Early Stopping

• Step 5

The following step should be pretty obvious by now; model training and eval-

uation has finished, producing the model as output, therefore we need to sync

the necessary data to Location C like we did before, in order for the process to

complete with the deployment of the model.

Figure 3.9: Step 5: Sync [Meta]Data from B to C
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• Step 6

After data syncing has finished, we can start the pipeline run on Location C. This

time, the first four steps will be cached. Thus, KFP will skip them and retrieve

their outputs from cache before proceeding to run the final step, which concludes

the pipeline run.

Figure 3.10: Step 6: Start and Complete Run on C

3.3 Investigating Dependencies

In this section we will be performing a deep dive to investigate the internals of KFP and

Argo, the underlying workflow execution mechanism, in order to shed some light on

the nature of the inter-step dependencies we mentioned earlier and establish a concrete

understanding of KFP caching. To this end, we will be taking a step back, defining a

super simple 2-step pipeline with Kale, seeing how that is translated to an Argo Work-

flow by the KFP compiler and using that as an example to explore the core data passing

concepts and runtime mechanisms.

3.3.1 Running Kubeflow Pipelines with Kale and Rok

Kubeflow and KFP in particular provide really powerful tools that aid data scientists in

deploying Python code as pipelines, series of steps run on Kubernetes, leveraging the

container-native mechanism of Argo Workflows. However, developing pipelines using

the KFP SDK is cumbersome, involving a lot of boilerplate code, and additionally still
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requires a certain level of expertise, both on the DevOps side (e.g. asking data scientists

to build images to package their code and dependencies) and on the KFP DSL front.

These are the problems thatKale in conjunctionwithRok aspires to solve. Using theKale

SDK, data scientists essentially don’t have to make any changes to their Python code,

apart from adding annotations to designate the functions that will be translated to KFP

steps. Belowwe present a simple Python script writtenwith theKale SDK that comprises

2 steps (annotated accordingly) that are combined in the main pipeline function, which

is annotated accordingly. The step functions should be self-explanatory, with the first

one (i.e. addition) receiving 2 integers and returning their sum, and the second one

(i.e. mult) receiving 2 integers and returning their product. The resulting pipeline, as

defined inside theml-pipeline function, receives 2 integers, calculates their sum, which

it then triples. For instance, if we provide 6 and 8 as pipeline inputs (these are the default

values), the result will be 42 at the end.

from kale.sdk import pipeline, step

@step(name=”addition”)

def add(a: int, b: int) ‐> int:

return a + b

@step(name=”multiplication”)

def mult(a: int, b: int) ‐> int:

return a * b

@pipeline(name=”example‐pipeline”, experiment=”split‐pipelines”)

def ml_pipeline(a: int = 6, b: int = 8):

”””Run the ML pipeline.”””

sum = add(a, b)

res = mult(3, sum)

if __name__ == ”__main__”:

ml_pipeline()
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Pipeline and Steps

In the above example we defined a machine learning pipeline using the Kale SDK. More

specifically, afterwriting the code, we annotated functions thatwewant to run as pipeline

steps with the @step annotation. Behind the scenes, when the script is run, Kale in-

stantiates a Step object that holds all the information required to convert it into a KFP

component that will be part of the resulting Kubeflow Pipeline, including the step name

and implementation, its inputs and outputs, Kale’s marshalling logic that wraps the user

code deserializing the values it reads and serializing the ones it produces, as well as the

Docker image, along with the entrypoint and CLI arguments to eventually run the Argo

Workflow container that will be created to execute the step.

Apart from the step functions, we have created a @pipeline annotated function that,

essentially, brings together the pipeline steps, defining the pipeline graph of dependen-

cies. It is worth mentioning that, since the sole purpose of this pipeline function is for

users to represent their ML workflow, writing arbitrary Python code inside it is not sup-

ported. In fact, the Kale DSL only supports a basic set of Python expressions, including

step function calls, assignments, simple conditional statements and for-loops.

Pipeline Compilation

Having developed our pipeline script, we can deploy it to run as a Pipeline on Kubeflow

by invoking Kale through the command line and providing the script as an argument:

$ python3 ‐m kale pipeline_script.py ‐‐kfp

Kale is then responsible for generating the pipeline DAG. More specifically, it starts by

creating the step objects and, subsequently, proceeds to validate the pipeline DSL and

configure the volumes that will bemounted to each step, as well as theDocker image that

these will run, the absolute working directory and the path where marshalled outputs

will be stored, before registering the steps to the pipeline.

At this point, Kale has all the information it needs to compile the machine learning

workflow into a KFP pipeline. Each step is, initially, converted to a KFP component,

which designates the step name, implementation, inputs and outputs. Following that,
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Kale combines these components into a pipeline and invokes the KFP compiler to trans-

late that into an Argo Workflow definition. This definition is a Workflow CR, consisting

of tasks that correspond to the generated KFP components, which can be submitted to

Kubernetes, effectively executing the pipeline (an introduction to Argo Workflows can

be found in the corresponding Background section, 2.3). We will have a chance to thor-

oughly inspect the resulting Argo Workflow in the Data Passing section(3.3.2).

Marshalling

Before moving any further, it is worth shedding some light on the fundamentals of a

core Kale feature that will come in handy later; marshalling. The Wikipedia definition

is, actually, spot on:

In computer science, marshalling or marshaling (US spelling) is the pro-

cess of transforming the memory representation of an object into a data

format suitable for storage or transmission. It is typically used when data

must bemoved between different parts of a computer program or from one

program to another. [33]

Marshalling inKale is, essentially, amechanism to seamlessly pass data between pipeline

steps, which utilizes a shared folder where Kale can serialize and deserialize data when

steps attempt to read and write their inputs/outputs. Kale implements a number of mar-

shalling backends to handle serializing and deserializing different types of data to/from

files. But how does it all work? We will try to provide a high-level description here,

steering clear of most of the data passing intrinsic details, which we will investigate in

the next section.

At runtime, when an Argo step starts executing, a container is run inside the corre-

sponding Pod, with the entrypoint command and CLI arguments defined on the Work-

flow task. When running pipelines with Kale, the entrypoint is essentially an invocation

of Kale with some arguments that designate the name of the step to be run, along with

its inputs and outputs. Kale will attempt to load the step’s input values, first. These

might be plain values passed as arguments (in which case no further steps are required)

or marshalled data, which have to be read from the shared directory and deserialized
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before being fed to the user code that is oblivious of the entire mechanism. Files paths

corresponding to marshalled data are distinguished by a special kale‐marshal: string

that Kale prepends to the actual path.

Marshalled inputs are deserialized by Kale’s marshalling backends and fed to the user

code. This is just the plain Python function that the user earlier annotated with the

@step decorator. Step outputs can be returned either as plain strings ormarshalled data,

in which case, Kale will call on a suitable backend to serialize the result into a file, the

path to which- prepended by the kale‐marshal: prefix- will be returned as the output

value. Eventually, thanks to somemagic performed by Rok’s datamanagement platform

(well, not actual magic, we will explain everything shortly), marshalled data find their

way to the following pipeline step, where the same runtime procedure takes place.

Figure 3.11: Kale Marshalling Mechanism
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Volumes

In the previous sections we caught a glimpse of how Kale simplifies the deployment of

machine learning pipelines by abstractingmost of the KFP and Argo internals, allowing

the data scientist to focus on developing their code. Towards this end, Kale additionally

alleviates the need for manually building Docker images to package the code, as well as

its dependencies, harnessing the power of Rok’s data management platform (2.6).

WhenKale is invoked through the command-line (sameprinciples apply for the Jupyter-

Lab extension as well) to run a pipeline, it calls on Rok to take a snapshot of the volumes

attached to the environment it’s running in (e.g. a Jupyter notebook). Wewill often refer

to these as simply PVC snapshots. Kale subsequently provisions a clone of each of these

volumes, to be mounted on every Pod that Argo will create to run a pipeline step. More

accurately, what Kale does, is add these volumes to the volumeMounts list of each Argo

task created during compilation, which will make its way to the Pod definition that is

created for each task after the Workflow CR has been submitted to Kubernetes.

The above mechanism ensures that the exact environment available at the time Kale

is initially invoked, including the user code (i.e. the pipeline script) and any installed

libraries (including Kale of course) will find its way to each Pod created to execute a

step of the pipeline. Additionally, transparently to the user, Kale takes PVC snapshots at

the start and end of each step (we usually call these step auto-snapshots). This feature

is of course invaluable for development and debugging, allowing users to reproduce

the exact state of their environment at any point in time. Most importantly, however,

in conjunction with Kale’s marshalling mechanism, it is an essential part of performing

data passing between steps, whichwewill be exploring in depth in the following section.

3.3.2 Data Passing

The level of abstraction that KFP and, evenmore so, Kale provides in the development of

ML pipelines can be deluding, misleading users into believing that running these work-

flows is as straightforward as running a Python script locally. This is hardly the case,

however, since, as we have already mentioned, a pipeline step is mapped to a Kuber-

netes Pod at runtime, which means that pipeline runs are distributed computations by

definition, presenting some major challenges. Scheduling steps, monitoring their exe-
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cution, collecting the results and reporting back to the user (e.g. through the upstream

app interface, KFP for instance) are all vital parts of the process, mainly performed at

the Kubernetes level by the Argo Workflow Controller.

Nevertheless, in this section we will be focusing on another challenge, which happens

to be both a crucial part of running Kubeflow Pipelines and the key to exposing and

understanding inter-step dependencies, bringing us a step closer to Split Pipelines. We

will, thus, be dissecting the data passing mechanism that allows passing values and files

between steps (i.e. Pods) following a bottom-up approach; we will start from the way

that Argo Workflows defines and implements it, before proceeding to explore the way it

surfaces through KFP and Kale.

ArgoWorkflows

In order to fully grasp the way data passing works in Argo Workflows, it is first and

foremost important to establish a solid foundation of the Argo mechanism as a whole,

starting from the Workflow CR itself. Throughout this section we will be using the

pipeline from 3.3.1 as an example. When we invoked Kale, providing the Python script

as an input to run the pipeline on KFP, Kale first proceeded to compile it to an Argo

Workflow as previously described. The resulting Workflow CR is provided below.

For visualization purposes, parts of the Workflow have been omitted. More specifically,

we have dropped the CR metadata comprising annotations and labels added by KFP,

which are not of particular interest at this point, aswell as the templates corresponding to

the pipeline steps. The latter are extremely important and we will, therefore, investigate

their structure separately. For the time being, we will be focusing on the Workflow

entrypoint which is the pipeline DAG template (i.e. example‐pipeline) that binds the

rest of them together.

apiVersion: argoproj.io/v1alpha1

kind: Workflow

metadata:

[...]

spec:

entrypoint: example‐pipeline

templates:

[...]



3.3. INVESTIGATING DEPENDENCIES 187

‐ name: example‐pipeline

inputs:

parameters:

‐ {name: a}

‐ {name: b}

‐ {name: rok_split_a_workspace_z8xrq_url}

dag:

tasks:

‐ name: create‐volume‐1

template: create‐volume‐1

arguments:

parameters:

‐ {name: rok_split_a_workspace_z8xrq_url,

value: ’{{inputs.parameters.rok_split_a_workspace_z8xrq_url}}’}

‐ name: addition

template: addition

dependencies: [create‐volume‐1]

arguments:

parameters:

‐ {name: a, value: ’{{inputs.parameters.a}}’}

‐ {name: b, value: ’{{inputs.parameters.b}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

‐ name: multiplication

template: multiplication

dependencies: [addition, create‐volume‐1]

arguments:

parameters:

‐ {name: addition‐out,

value: ’{{tasks.addition.outputs.parameters.addition‐out}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

arguments:

parameters:

‐ {name: a, value: ’6’}

‐ {name: b, value: ’8’}

‐ {name: rok_split_a_workspace_z8xrq_url,

value: ’http://rok.rok.svc.cluster.local/swift/v1/kubeflow‐user/notebooks/

split‐a‐0_split‐a‐workspace‐z8xrq?version=52a2c3e9‐4ace‐403c‐8679‐54651692ea2a’}

serviceAccountName: pipeline‐runner
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Focusing on the example‐pipeline template from the above Workflow, we get a pretty

clear overview of the entire pipeline. More specifically, it defines its name and inputs, as

well as the full graph of step dependencies (i.e. dag.tasks). This is where things start

to get interesting. When we wrote our Python code, we explicitly defined two pipeline

steps, addition and multiplication. Notably, the list of tasks shown on the Workflow,

however, contains three, with both of the user defined steps apparently depending on a

create-volume-1 one.

Peculiar at first as it might feel, this should not come as much of a shock; as described

in 3.3.1, Kale creates a clone of the user’s working environment backing volume, which

it then mounts to every step, so that steps, running in different Pods by definition, can

essentially share an environment (code, library dependencies, marshalled data). With

that in mind, it is easy to deduce that create-volume-1 is a step that Kale injects to the

Workflow to handle creating a cloned volume from the user’s workspace snapshot. It

is worth noting that, if multiple volumes (e.g. separate workspace and data volumes)

were mounted on the original working environment where the compilation/run was

triggered (and thus Rok snapshots were taken), a distinct create-volume-x step would

be created for each one of them.

Step Dependencies

Thepipeline DAG included in the correspondingWorkflow template, most importantly,

exposes all step dependencies. If we pay closer attention to our example DAG, we will

notice that there are two types of dependencies; steps might depend either on pipeline

input parameters or on the outputs of previous steps as depicted in the left and right

diagrams in figure 3.12, respectively.

In our case, for instance, create-volume-1 depends on the pipeline input that corre-

sponds to the workspace volume snapshot URL, rok_split_a_workspace_z8xrq_url,

while addition depends on the pipeline inputs a and b, the integers it is meant to add.

On the other hand, both addition and multiplication depend on the output of create-

volume-1, which is going to be the created volume that will be mounted on the steps,

while multiplication additionally depends on the output of addition, which in our ex-

ample will be multiplied by 3. Up to this point, we have seen what these dependencies

look like from a high-level perspective. In order to really know how each of these values

is used by a step, however, we have to zoom into the corresponding step template.



3.3. INVESTIGATING DEPENDENCIES 189

Figure 3.12: Pipeline Steps Depend on Pipeline Inputs or/and Step Outputs

The Step Template

In order to understand what the dependencies described above imply for the execution

of each step, we will have to zoom into the step template. Here, we will focus on the

multiplication step, with the same principles applying everywhere. Once again, we will

be skipping the metadata part of the template which contains KFP specific annotations

and labels, unlikely to concern us.

In studying this step template, it only makes sense to start from recalling how it came to

be in the first place. As analyzed in the Pipeline Compilation section (3.3.1), Kale first

builds KFP components that carry all the information around their inputs, outputs, as

well as their implementation, including an image, entrypoint command and required

CLI arguments. From the compilation of these KFP components, a list of Argo tasks is

generated, each with its own template, containing all the information required for Argo

to run the corresponding step on Kubernetes. One of these templates is multiplica-

tion, responsible for executing themult function from our pipeline_script.py example,

meant to triple the output of the previous step.

With the above in mind, we can proceed by taking a look at the multiplication step’s

inputs. According to the template, these are actually two; addition-out and create-

volume-1-name. At this point we don’t really know of what use these are going to be

to the step, in spite of their names being pretty descriptive and our example being fairly

straightforward. We will learn more as soon as we move to the other template sections,

but, for now, keeping in mind that multiplication expects two inputs, will suffice.
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Having talked about the inputs, we can focus on the container section, a dictionary

holding the step’s implementation; the base image, the entrypoint command with the

corresponding CLI arguments, the mounted volumes and information relevant to the

runtime environment. In our case, the image was automatically deduced by Kale at

the time of compilation and it corresponds to an Arrikto provided image for Jupyter

notebooks.

‐ name: multiplication

container:

args: [‐‐in, a, ’3’, ‐‐in, b, ’{{inputs.parameters.addition‐out}}’, ‐‐out, out,

/tmp/outputs/out/data]

command: [python3, ‐u, ‐m, kale, pipeline‐script.py, ‐‐step, multiplication]

env:

‐ {name: PYTHONUNBUFFERED, value: ’1’}

image: gcr.io/arrikto/jupyter‐kale‐py36@sha256:dd3f92[...]

securityContext: {runAsUser: 0}

volumeMounts:

‐ {mountPath: /home/jovyan, name: create‐volume‐1}

workingDir: /home/jovyan

inputs:

parameters:

‐ {name: addition‐out}

‐ {name: create‐volume‐1‐name}

outputs:

parameters:

‐ name: multiplication‐out

valueFrom: {path: /tmp/outputs/out/data}

artifacts:

‐ {name: mlpipeline‐ui‐metadata, path: /tmp/mlpipeline‐ui‐metadata.json}

‐ {name: multiplication‐out, path: /tmp/outputs/out/data}

metadata:

[...]

volumes:

‐ name: create‐volume‐1

persistentVolumeClaim: {claimName: ’{{inputs.parameters.create‐volume‐1‐name}}’}

Equally important for the container that will be created to execute the step, is the infor-

mation concerning any volumes that should bemounted on the corresponding Pod; this

can be found under volumeMounts. More specifically, volumeMounts defines the path
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inside the container where each named volume will be mounted. But what do these vol-

ume names map to? Familiarity with YAML files in Kubernetes makes it easy to deduct

that these refer to the volume names found under the template’s volumes list. In our

example, there is only one volume, create-volume-1, which is supposed to be mounted

under /home/jovyan/ inside the container. Most notably, however, the actual volume

that will be mounted on the Pod is retrieved from the Persistent Volume Claim name

returned by the create-volume-1 step, effectively justifying the dependency of themul-

tiplication step on create-volume-1.

Having determined the container environment configuration, the only piece missing is

the entrypoint command and relevant CLI args, which define what will run at runtime.

The first major observation is that the entrypoint invokes Kale passing the Python script

containing the user code, the same way we saw before (3.3.1), while additionally pro-

viding the name of the step to be run. What this means, essentially, is that the step will

run Kale code. Kale will parse the script again, to determine the function mapped to

the desired step, which it will run, providing any appropriate inputs. These are fetched

from the list of args that is appended to the base command.

In our case, themult function expects two input arguments, the integers a and b. Parsing

the (Kale specific) list of –in args, Kale will determine the valuesmult should be called

with. Here, a has a constant value of 3, known at compile-time, since 3 is hardcoded in

our script (i.e. it is not a step dependency). On the other hand, b has a placeholder value

pointing to inputs.parameters.addition‐out. This is a dependency on the previous

step, addition, which will have to be resolved at runtime, as soon as the output of that

step (i.e. the produced sum) is known.

The last piece of the puzzle are the template’s outputs. We can see that it is possible to

have two kinds of outputs, parameters and artifacts with our example step produc-

ing both. Any confusion around the two alternatives will be sorted out in the following

section. In order to conclude the template exploration, however, it should suffice to note

that the output (i.e. multiplication-out) of the Kale-wrapped user code will be written

in a file (i.e. /tmp/outputs/out/data).

Parameters vs Artifacts

As mentioned above, Argo Workflows support two alternative methods of data passing;

parameters [34] and artifacts [35]. Each of these comes with a mechanism for passing
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data between steps of a workflow. In other words, they provide different solutions to

the challenge of transferring the output of a step to the input of another. Apart from

the discrepancies in the mechanism, which we will delve into shortly, the two methods

are quite different semantically. Parameters most commonly represent trivial kinds of

data that are, additionally, small in size. This can include numbers and short strings

like file paths, for example. Artifacts, on the other hand, might represent anything from

complex data types to unstructured blobs of data.

The distinction described above is further reinforced by the disparate approaches de-

ployed by Argo internally to support handling parameters and artifacts. More specifi-

cally, parameters, being trivial, short and easily serializable, are stored by value, directly

on the Pod’s annotations. Simply put, as soon as a step running in a Pod finishes its

execution- assuming that it is supposed to return a result- its output is retrieved by an-

other process running in the same Pod and is written on the Pod’s annotations. The

Argo Workflow Controller subsequently picks this up and updates the Workflow CR

status accordingly. In the event that this output is required by a following step, the Con-

troller will simply copy the value from the Workflow status to resolve the dependency.

Of course this approach has a pretty obvious drawback; information held directly on

a Kubernetes object (e.g. status, annotations), is stored in etcd, Kubernetes’ managed

store, meaning that it has to abide by the limitations Kubernetes enforces. Annotations,

for instance, have a size limit of 256kB (anything over that limit is trimmed) and are

stored as strings. Therefore, it is imperative that they are relatively short and easily se-

rializable.

On the other hand, artifacts are stored and retrieved from a configured external object

store, packaged as Tarballs and gzipped by default. In the case of Kubeflow installations,

the default object store is none other than MinIO (2.4.2). At the start of a step’s execu-

tion, input artifacts are loaded from the external store and are unzipped so that they can

be read by the step’s user code. If a step produces output artifacts, the corresponding

outputs are properly packaged and stored at the object store. Then, the key (e.g. path in

the object store) to access them is written on the Pod’s output annotations and handled

by the Workflow Controller in the exact same fashion as output parameters, since these

keys are just strings, most commonly representing file paths in a store.

In order to describe the differences between parameters and artifacts above we, in-
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evitably, had to touch on some Argo intrinsic mechanisms. It is crucial that we focus

on the bigger picture here, establishing some context on the fundamental differences

between the available data passing methods. In the following section we will have the

chance to investigate Argo’s runtime mechanism at length and, hopefully, clarify parts

of the narrative that were deliberately kept vague.

Argo Runtime Mechanism

Up to this point, we have covered a lot of ground. We have investigated the Workflow

Custom Resource, examining its structure and we have dived into the step templates,

the backbone of Argo’s mechanism, connecting pipeline steps with Argo tasks that will

be executed as Pods on Kubernetes. Additionally, in the Parameters vs Artifacts section

above, we had the chance to briefly touch on some fundamental data passing concepts.

As a result, we are now ready to do a comprehensive walkthrough of Argo’s runtime

mechanism, bringing all of the information from the previous sections together. The

process described here is graphically depicted in the diagram below (figure 3.13). We

will be using the numbered steps from the diagram for reference throughout.

Our scenario starts with aWorkflowCR submitted toKubernetes. It does not reallymat-

ter how this CR came to be; it could be that the usermanually developed theirWorkflow

and submitted it for execution using the Argo CLI. Alternatively, keeping in mind that a

Workflow is essentially a Kubernetes resource (seeCustomResources 2.2.2), the YAML

describing it can also be submitted in a Kubernetes-native way (e.g. using kubectl, K8s

CLI tool). Of course, as we have already established, the easiest way to create a Work-

flow, without meddling with images, having to worry about data passing or even strug-

gling with KFP’s DSL, is through Kale.

Following the operator pattern described in 2.2.3, Custom Resources meant to provide

additional functionality (i.e. not just serving as fancy data structures), usually come

with an associated controller charged with watching for any changes in the state of its

assigned set of resources. In this case, theArgoWorkflowController detects the creation

of a new Workflow object and attempts to reconcile it, i.e. carry its execution through,

in particular. The Controller parses the submitted Workflow to create an internal DAG,

where each node essentially corresponds to a task (or step) to be run. More specifically,

it determines the dependencies between the defined tasks, and continuously tries to

resolve them by scheduling tasks that do not depend on any unfinished ones.
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The Template Annotation

For each task on theWorkflowDAG, the controller holds an internal representation of its

corresponding template (seeThe Step Template 3.3.2, above). As we have already seen,

steps with external dependencies include placeholders in their task templates, which

have to be resolved at runtime, as soon as the required values become available. When

every step in the dependencies list of a task has successfully completed (or the list was

empty in first place, as is the case with the workflow step(s) executed before every other),

the Controller determines that it can now schedule that task.

Before doing that, it will retrieve the results of any depending tasks (we will talk about

where these are stored later) and replace the magic placeholder strings, rendering a step

template that now contains actual values and all the information required for the step

to run. In addition to the fields already included in the original template, Argo appends

a dictionary (i.e. archiveLocation) containing access information for the configured

artifact stored, including its endpoint, required access/secret keys, as well as the key (i.e.

path) to the input artifacts. This information is usually retrieved from a ConfigMap (i.e.

a Kubernetes object) in the managed namespace.

Based on the rendered template, the Argo Workflow Controller generates the Pod spec-

ification (i.e. PodSpec) for the Pod that will house the step execution. This contains a

list of containers responsible for different parts of the mechanism that we will describe

shortly, as well as anymetadata found on the template, usually written by upstream apps

(e.g. KFP, Kale) to help at runtime. The main container, charged with running the user

code of the step is based off of the container spec part of the template, defining the base

image, entrypoint command, CLI arguments, mounted volumes and other environment

configurations, with any values originating from previous steps now hardcoded on the

specification.

Finally, before submitting the Pod to Kubernetes, the rendered step template, which

uniquely describes a step execution is added as an annotation to the Pod. This is going

to be a vital part of the KFP Caching mechanism that will be explored in following

sections (3.3.3) and, for this reason, we include an example of this annotation below (i.e.

workflows.argoproj.io/template), as retrieved from a running Pod executing the

multiplication step of our example pipeline. Like before, we have omitted themetadata,

since they are of minor significance for the current discussion.
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// The workflows.argoproj.io/template annotation

{

”name”: ”multiplication”,

”inputs”: {

”parameters”: [

{

”name”: ”addition‐out”,

”value”: ”14”

},

{

”name”: ”create‐volume‐1‐name”,

”value”: ”example‐pipeline‐c8hzn‐split‐a‐workspace‐z8xrq”

}

]

},

”outputs”: {

”parameters”: [

{

”name”: ”multiplication‐out”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

],

”artifacts”: [

{

”name”: ”mlpipeline‐ui‐metadata”,

”path”: ”/tmp/mlpipeline‐ui‐metadata.json”,

”optional”: true

},

{

”name”: ”multiplication‐out”,

”path”: ”/tmp/outputs/out/data”

}

]

},

”metadata”: {

”annotations”: {...}

”labels”: {...}

},
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”container”: {

”name”: ””,

”image”: ”gcr.io/arrikto/jupyter‐kale‐py36@sha256:dd3f92[...]”,

”command”: [”python3”, ”‐u”, ”‐m”, ”kale”, ”pipeline‐script.py”,

”‐‐step”, ”multiplication”],

”args”: [”‐‐in”, ”a”, ”3”, ”‐‐in”, ”b”, ”14”,

”‐‐out”, ”out”, ”/tmp/outputs/out/data”],

”workingDir”: ”/home/jovyan”,

”env”: [ { ”name”: ”PYTHONUNBUFFERED”, ”value”: ”1” } ],

”resources”: {},

”volumeMounts”: [ { ”name”: ”create‐volume‐1”, ”mountPath”: ”/home/jovyan” } ],

”securityContext”: { ”runAsUser”: 0 }

},

”volumes”: [

{

”name”: ”create‐volume‐1”,

”persistentVolumeClaim”: {

”claimName”: ”example‐pipeline‐c8hzn‐split‐a‐workspace‐z8xrq”

}

}

],

”archiveLocation”: {

”archiveLogs”: true,

”s3”: {

”endpoint”: ”minio‐service.kubeflow:9000”,

”bucket”: ”mlpipeline”,

”insecure”: true,

”accessKeySecret”: {

”name”: ”mlpipeline‐minio‐artifact”,

”key”: ”accesskey”

},

”secretKeySecret”: {

”name”: ”mlpipeline‐minio‐artifact”,

”key”: ”secretkey”

},

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/example‐pipeline‐c8hzn‐830538904”

}

}

}
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Showtime!

Having followed the procedure described above, the Argo Workflow Controller even-

tually submits a Pod to run the step (1). This Pod, in general, holds themain container,

responsible for running the user code, as well a wait sidecar (i.e. Kubernetes jargon for

a container running next to the main one), a vital component of Argo’s runtime mech-

anism. Additionally, if the step template includes any input artifacts, the PodSpec will

also contain an init container [36].

Init Containers: containers that run before the app containers

They always run to completion and each has to complete successfully before

the next one starts.

For presentation completeness we will assume that input artifacts exist, leading to init

running first. This will retrieve the archiveLocation containing any necessary access

information from the step template and download each artifact in a temporary location

locally (2) until it determines whether it is tarballed or not. If it is, it extracts it and saves

it in the path designated on the corresponding inputs.artifacts entry in the step

template, under a pre-configured directory shared between the containers of the Pod

(i.e. /var/run/argo). If it completes successfully, init terminates and control passes

over to the app containers.

The main container starts running to execute the desired user code. The entrypoint

command is, in fact, replaced by an Argo Executor binary that executes the original

entrypoint (i.e. the Kale entrypoint with the user script and the specific step in our

example) (3) as a subprocess and captures its outputs. This way, results written in lo-

cal files, like the output parameter of the multiplication step from our example, are

copied to the shared volume mentioned above, under the path defined in the template

for each parameter or artifact. Simply put (note that the path for multiplication-out is

/tmp/outputs/out/data/multiplication‐out, see template above):

• Output parameters:

Copied from ${path} to /var/run/argo/outputs/parameters/${path}

• Output artifacts::

Copied from ${path} to /var/run/argo/outputs/artifacts/${path}.tgz
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The wait sidecar, meanwhile, waits for main process to complete. When the latter fin-

ishes successfully (4), wait retrieves the parameter and artifact outputs from the shared

volume (5), stores parameters on a local instance of an object based on the step template

(6) and proceeds to handle artifact outputs (7 and 8). It is worth looking into how these

last steps play out, since it can provide some useful insight on the parameters vs artifacts

issue. At first, let’s remember what the outputs section of the template looks like:

”outputs”: {

”parameters”: [

{

”name”: ”multiplication‐out”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

],

”artifacts”: [

{

”name”: ”mlpipeline‐ui‐metadata”,

”path”: ”/tmp/mlpipeline‐ui‐metadata.json”,

”optional”: true

},

{

”name”: ”multiplication‐out”,

”path”: ”/tmp/outputs/out/data”

}

]

}

We have already established that every Argo task writes its outputs to a file, aiding data

passing between containers of the same Pod. Nevertheless, despite the fact that in the

case of artifacts the file is the artifact itself, the same doesn’t hold for parameters. More

specifically, after wait has retrieved the file corresponding to the parameter from the

shared filesystem, it has no use for the file itself, since the desired result is the actual

value stored inside it. This is highlighted by the valueFrom field in the template. wait

opens the specified file, reads its contents, and proceeds to add a value field on its local

copy of the template object (6), updating the template.outputs in particular.



3.3. INVESTIGATING DEPENDENCIES 199

On the other hand, the process is quite different for artifacts. The Argo Executor has

already taken care of packaging the output file in a tarball and copied it over to the

shared filesystem. Artifacts, however, contrary to parameters, are meant to be persisted.

In other words, data passing is not their sole purpose, since they are intended to outlive

the workflow that produces them, presumably containing valuable experimentation and

development results (e.g. trained models). Therefore, Argo stores every artifact in the

configured external store, which is MinIO by default. More specifically, thewait sidecar

retrieves the archiveLocation details from the step template and stores the artifact

tarball in the object store (7). On top of that, it stores a copy of the artifact object-

containing essential information for accessing it on the object store- on its local copy of

the template object (8), updating the template.outputs in particular.

Subsequently, wait proceeds to save the main container logs as an artifact on the same

object store (9), since persisting logs is crucial for debugging and experimentation pur-

poses. Finally, before exiting, concluding the Pod’s work, it adds its local copy of the

template.outputs object we have been referring to as an annotation to the Pod (10).

This is the workflows.argoproj.io/outputs annotation.

The Step Outputs

As discussed above, before exiting, the wait sidecar adds an annotation to the Pod,

workflows.argoproj.io/outputs, which holds information about all outputs pro-

duced by the step. Simply put, it contains the values of all output parameters, as well as

the keys to access all output artifacts in the external store. The annotation that is pro-

duced at the end of the above run of the multiplication step is provided below. We will

be looking into the resulting parameters and artifacts sections separately.

// The workflows.argoproj.io/outputs annotation

{

”parameters”: [

{

”name”: ”multiplication‐out”,

”value”: ”42”,

”valueFrom”: {

”path”: ”/tmp/outputs/out/data”

}

}

],



200 CHAPTER 3. DESIGN

”artifacts”: [

{

”name”: ”mlpipeline‐ui‐metadata”,

”path”: ”/tmp/mlpipeline‐ui‐metadata.json”,

”s3”: {

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/ \

example‐pipeline‐c8hzn‐830538904/mlpipeline‐ui‐metadata.tgz”

},

”optional”: true

},

{

”name”: ”multiplication‐out”,

”path”: ”/tmp/outputs/out/data”,

”s3”: {

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/ \

example‐pipeline‐c8hzn‐830538904/multiplication‐out.tgz”

}

},

{

”name”: ”main‐logs”,

”s3”: {

”key”: ”artifacts/example‐pipeline‐c8hzn/2022/08/08/ \

example‐pipeline‐c8hzn‐830538904/main.log”

}

}

]

}

Starting with the parameters, we finally come to verify what we described in theory be-

fore (Parameters vsArtifacts). More specifically, wenotice that the name and valueFrom

fields are identical to the ones found on the step template. This is to be expected, since

those fields are only read during runtime to determine the location an output parameter

will be retrieved from. It is, in fact, worth noting that this path was automatically gen-

erated by Kale, to abstract the inner mechanics of KFP and eventually Argo, from the

user, who only attempted to return an integer product when developing their pipeline

code, after all. We can now see, however, that at the end of the step, the resulting output

parameter is serialized as a plain value and added to the outputs (i.e. ”value”: ”42”).

On the other hand, artifact values are not dumped on the annotation. The wait sidecar
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only made sure to include their location on the configured access store. This is vital,

since artifacts are meant to overcome the limitations restricting the serialization of large

blobs of data directly on an annotation. Additionally, judging from the outputs above,

we can deduct that Argo abides by the following convention when storing artifacts to

MinIO buckets:

key: <BUCKET>/<WORKFLOW>/<YEAR>/<MONTH>/<DAY>/<STEP>/<ARTIFACT>

Wenowhave all the information required to close the loop. We sawhow theArgoWork-

flowController, watches for changes inWorkflow resources, picks up newly created ones

and takes care of scheduling the Pods that will run the user defined tasks. Additionally,

we performed an in-depth walkthrough of the steps’ runtime mechanism, which con-

cluded with the step outputs being written in a Pod annotation. The only remaining

piece in the puzzle is the Controller realizing that a task has completed successfully, so

that it can schedule any downstream, dependent tasks.

Despite the fact that the Argo Workflow Controller does not intervene in a step execu-

tion, it does watch for “significant” changes in the corresponding Pod’s state. Therefore,

when the Pod completes successfully, the Controller fetches the outputs from the re-

spective annotation and adds them to the Workflow status (11). At this point, it can

unblock any dependent task, rendering a step template that includes values where input

parameters are used and object store keys where input artifacts are, instead, repeating

the same process from the top, as described in this section.

Figure 3.13: Argo Runtime Mechanism
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Kubeflow Pipelines

In this section we will be looking into some interesting details about the interface KFP

provides for dealing with data passing, focusing on KFP components. This is by no

means an exhaustive exploration; more information can be found in the official docu-

mentation [37]. Let’s start from a rather simple question; what is a KFP component?

A KFP component is a self-contained set of code that performs one step in

the ML workflow. It concretely defines its inputs, outputs and, of course,

implementation.

We will attempt to approach the concept through an example. In fact, we will try to get

as close to the example Kale pipeline defined previously as possible using only vanilla

KFP. For this reason, we will have to define a component for each of our steps. Before

doing that, however, we need to start from the implementation. As we have already

established, Kubeflow Pipelines are compiled to Argo Workflows so that they can be

executednatively onKubernetes. Thus, whenKubeflowPipelines executes a component,

a container image is started in a Kubernetes Pod and the component’s inputs are passed

in as command-line arguments. As seen previously, small, trivial inputs, can be passed

by value, whereas complex inputs or large chunks of data have to be passed as paths to

files. Only one thing is certain, though; no matter what data passing technique is used,

the result has to be serialized in a file for Argo’s mechanism to work.

In KFP, the user has to perform these boilerplate procedures themselves when develop-

ing their components. More specifically, they need to ensure that their component can

receive and parse the advertised inputs and write outputs to a file before completing.

This, unfortunately results in bloated implementations like shown below for the addi-

tion and multiplication steps, respectively, where the CLI arguments corresponding to

the input integers are read with the help of argparse and the result is manually written

to an output file.
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• addition.py

#!/usr/bin/env python3

import argparse

from pathlib import Path

# Function doing the actual work

def add(a, b, out_file):

c = a + b

out_file.write(str(c))

parser = argparse.ArgumentParser(description=’Add two integers’)

parser.add_argument(’‐‐param1’, type=int, help=’The first integer’)

parser.add_argument(’‐‐param2’, type=int, help=’The second integer’)

parser.add_argument(’‐‐output‐path’, type=str,

help=’Path of the local file where the result will be written.’)

args = parser.parse_args()

Path(args.output_path).parent.mkdir(parents=True, exist_ok=True)

with open(args.output_path, ’w’) as out_file:

add(args.param1, args.param2, out_file)

• multiplication.py

#!/usr/bin/env python3

import argparse

from pathlib import Path

# Function doing the actual work

def mult(a, b, out_file):

c = a * b

out_file.write(str(c))

parser = argparse.ArgumentParser(description=’Multiply two integers’)

parser.add_argument(’‐‐param1’, type=int, help=’The first integer’)

parser.add_argument(’‐‐param2’, type=int, help=’The second integer’)

parser.add_argument(’‐‐output‐path’, type=str,

help=’Path of the local file where the result will be written.’)

args = parser.parse_args()

Path(args.output_path).parent.mkdir(parents=True, exist_ok=True)

with open(args.output_path, ’w’) as out_file:

mult(args.param1, args.param2, out_file)
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Having completed the implementation of the 2 steps, we have to build a Docker image

to package each of them. For simplicity we will build a single image containing 2 scripts,

/kfp/components/addition.py and /kfp/components/multiplication.py, andpush

it to a repository where Kubeflow has access. Subsequently, we are ready to define the 2

components. Below, we have chosen the input and output names adequately, to resem-

ble the example pipeline previously produced by Kale (3.3.1).

• addition.yaml

name: addition

description: Calculates the sum of two integers

inputs:

‐ {name: a, type: Integer, description: ’The first integer’}

‐ {name: b, type: Integer, description: ’The second integer’}

outputs:

‐ {name: out, type: Integer, description: ’The sum’}

implementation:

container:

image: phoevos/dev@sha256:5a0c7[...]

command: [python3, /kfp/components/addition.py,

‐‐param1, {inputValue: a}, ‐‐param2, {inputValue: b},

‐‐output‐path, {outputPath: out}]

• multiplication.yaml

name: multiplication

description: Calculates the product of two integers

inputs:

‐ {name: a, type: Integer, description: ’The first integer’}

‐ {name: b, type: Integer, description: ’The second integer’}

outputs:

‐ {name: out, type: Integer, description: ’The product’}

implementation:

container:

image: phoevos/dev@sha256:5a0c7[...]

command: [python3, /kfp/components/multiplication.py,

‐‐param1, {inputValue: a}, ‐‐param2, {inputValue: b},

‐‐output‐path, {outputPath: out}]
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The component definitions are for the most part straightforward. They define the step’s

inputs and outputs, along with their type and point to the image containing their im-

plementation. One thing, however, is actually notable, and that is the placeholders used

in the entrypoint command for parameters that will not be known until runtime. KFP

defines three types of input/output placeholders:

inputValue: <input-name>: placeholder replaced with the value of the specified input.

This is useful for small pieces of input data, such as numbers or small strings.

inputPath: <input-name>: placeholder replaced with the path to this input as a file.

The component can read the contents of that input at that path during the pipeline

run.

outputPath: <output-name>: placeholder replaced with the path where the program

writes this output’s data. This lets KFP read the contents of the file and store it as

the value of the specified output.

But how do the above map to the parameters and artifacts that we know Argo uses un-

derneath? When studying standalone components, they don’t really. This is to be ex-

pected, sincemore than one components have to be combined into a pipeline for anyone

to be able to reason about data passing. It is during the compilation of the pipeline that

the KFP compiler will detect any dependencies between steps and determine the ap-

propriate data passing mechanism, replacing the above placeholders with Argo magic

strings. Simply put, the specific mechanism is determined by the downstream step’s in-

put method and, namely, by whether it expects to receive a plain value or a file path that

it will have to read to retrieve the actual value. The described mapping is shown on the

table below, for a Step B that receives an input produces by Step A.

Step A Step B

outputPath inputValue

output parameter input parameter

Step A Step B

outputPath inputPath

output artifact input artifact

Table 3.1: Mapping KFP Placeholders to Argo Parameters/Artifacts

We can easily verify the above by taking a look at the step templates of the addition and

multiplication steps retrieved from the annotations of the corresponding Pods.



206 CHAPTER 3. DESIGN

”name”: ”addition”,
”outputs”: {

”parameters”: [
{

”name”: ”addition‐out”,
”valueFrom”: {

”path”: ”/tmp/outputs/out/data”
}

}
]

}

”name”: ”multiplication”,
”inputs”: {

”parameters”: [
{

”name”: ”addition‐out”,
”value”: ”14”

}
]

}

Listing 2: Addition Outputs to Multiplication Inputs

It is worth noting that, if multiplication had defined its inputs using the inputPath

placeholder, artifacts would have been used for data passing instead. In that case, of

course, the user would also have to take care of reading the contents of the input file

themselves, a tedious procedure that- as we will see shortly- Kale abstracts altogether.

Before wrapping this section up, it is worth addressing an “abnormality”, which has been

showing up on our example templates and we have, thus far, ignored, since it doesn’t af-

fect the data passingmechanism. Carefully observing the provided templates, we notice

that, parameters produced as step outputs, appear in the outputs.artifacts section

as well. Although this does not affect data passing (since no step expects to receive that

artifact as an input), it can be quite confusing, since it does not align with the process we

have been describing. In fact, this has nothing to do with Argo Workflows, but rather it

is a conscious design decision on the KFP side. Simply put, the KFP compiler performs

this duplication, so that the values passed as parameters between steps are automatically

persisted as artifacts in the object store, according to the Argo mechanism, without re-

quiring additional boilerplate written by the user.

Kale

The last part of the narrative, in order for us to be able to close the loop, is Kale, the tool

that helped us develop our example pipeline in the first place. As far as data passing is

concerned, Kale is pretty opinionated when it comes to the way the underlying KFP and

Argo mechanisms are utilized, which leads to a high level of abstraction and, of course,

ease of use. In other words, Kale offers a rather straightforward data passing interface,

only using a subset of the available KFP and Argo features.
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In the previous section we had the chance to briefly see what developing pipelines with

KFP entails. We wrote our code, organized it into distinct steps/scripts, built docker

images to package them, designed specifications for our components to strictly define

their inputs and outputs, all just to be able to run them on Kubeflow. Add the need for

experimentation associated with machine learning on top of these, multiply by the odd

runtime error discovered only after deploying the pipeline, and the beauty of Kale will

be rather self-evident.

Kale, however, offers much more than just deployment automation, serving as a center-

piece in the actual runtime of a step. As previously verified, Kale wraps the user code

and controls its execution, parsing inputs and dealing with outputs. In fact, we have

already observed that Kale provides its own step entrypoint which is able to receive a

list of named –in and –out parameters. This is crucial, because it alleviates the need for

the user to write boilerplate code to deal with CLI arguments, allowing them to focus

on the parts of the code that actually matter.

args: [‐‐in, a, ’3’, ‐‐in, b, ’{{inputs.parameters.addition‐out}}’, ‐‐out, out,

/tmp/outputs/out/data]

command: [python3, ‐u, ‐m, kale, pipeline‐script.py, ‐‐step, multiplication]

At the same time, the fact that Kale is responsible for dealing with input and output

data, allows for a major simplification of the data passing interface, with all data passing

happening by value, as far as KFP and Argo are concerned. This means that Kale only

uses the inputValue placeholder when translating steps to components, which in turn

gets compiled to input parameters in the resulting Argo Workflow. Then, after the step

execution is complete, Kale saves the outputs in a file automatically, without the user

ever having to realize.

This seems over-simplistic, right? If data passing by values is enough, why would KFP

provide the inputPath option? What about these values that are too big to fit on an

annotation or too complex to serialize? Well, this is where Kale’s Marshalling mecha-

nism (3.3.1) comes into play. When dealing with data like that, the user is encouraged

to type-hint them as MarshalData (this is the default in the event that no type hints are

provided).
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import numpy as np

from typing import List

from kale.types import MarshalData

@step(name=”outer‐product”)

def random_outer_product(size: int = 1000000) ‐> MarshalData[np.ndarray]:

”””Calculate the outer product of two random lists.”””

l1 = [randint(1, 100) for _ in range(size)]

l2 = [randint(1, 100) for _ in range(size)]

return np.outer(l1, l2)

In that case, the step’s output goes through Kale’s marshalling backends and is serialized

into a file, like we saw in the relevant section. Then, instead of the actual step output,

Kale stores the path to the marshalled data prepended with a kale‐marshal: prefix

in the designated output file used for data passing. On the other hand, when an in-

put parameter is received bearing the kale‐marshal: prefix, Kale follows the inverse

procedure to deserialize the file into a value which will be fed to the user code. By de-

fault, marshalled files are stored on the shared volume that is mounted on each step of

the pipeline. However, the user can optionally request the creation of an additional,

distinct volume specifically for their marshalled data, using the Kale SDK.

3.3.3 KFP Caching

Having established a solid understanding of the fundamental concepts around the ex-

ecution of Kubeflow Pipelines, as well as the Argo internal mechanism, we are ready

to proceed with the investigation of our design’s cornerstone, KFP caching. Caching

is a rather familiar concept, and a term widely used in computing most commonly to

refer to a high-speed data storage layer which stores a subset of data, typically transient

in nature, so that future requests for that data are served up faster than is possible by

accessing the data’s primary storage location. More generally, caching is a mechanism

that allows efficiently reusing previously retrieved or computed data.

In this section we will be exploring the KFP cache mechanism, which enables persisting

step outputs, so that, if the same step (i.e. same code with the same inputs) comes up

again, it does not have to be rerun and its outputs are retrieved directly from the cache.
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Our focus is going to be the implementation found in Arrikto EKF, despite the fact that

the KFP cache is also deployed as part of OSS Kubeflow with the same principles but

different core mechanism (for more details, see 3.3.3).

Figure 3.14: Caching

In the previous section, while investigatingArgo data passing, we had the chance to look

into the runtimemechanism that allows running pipelines on Kubernetes natively using

Kubeflow and Argo Workflows underneath. A simplified version of the process looks

something like this (figure 3.15):

Figure 3.15: KFPWithout Caching

The user develops their pipeline, either using Kale or directly KFP and submits it to

Kubeflow to be deployed and run on Kubernetes (1). KFP is able to compile the pipeline

into anArgoWorkflowCR,which it then submits toKubernetes by communicatingwith

the kube-apiserver (2). The Workflow Controller subsequently picks up the created

Workflow, parses it to detect and resolve dependencies and starts scheduling Pods to run

the pipeline tasks (4). Each time a step completes, the Controller retrieves its outputs,
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updates the Workflow state accordingly and proceeds to execute any downstream steps,

while step output artifacts are persisted in an object store like MinIO (5).

The above story makes sense for the most part; we have a solid mechanism for creating

complex machine learning pipelines, orchestrating their steps and persisting important

artifacts. What happens, however, if the same step is submitted twice? This is actually an

extremely common scenario, especially in use cases involving hyper-parameter tuning,

where the same pipeline might run a thousand times with everything but the inputs of

a single step staying the same. Does it make sense for the same piece of code, run in the

same environment, with the same inputs to execute again? To the above, KFP responds

with an emphatic “no”; enter KFP caching!

Overview

The idea is not new; it is important that stepswhich have already run in the past are iden-

tified accordingly and their execution is skipped. For this reason the Kubeflow Pipelines

team implemented a cache system that relies on the idea of hashing the corresponding

Argo template and comparing the result with past occurrences. The concept looks re-

ally promising, as long as the step template, available in the Pod’s annotations at runtime

as previously discussed (thoroughly investigated as part of 3.3.2), uniquely represents a

step execution.

The above works great, in fact, when inputs and outputs of steps are specified using the

Argo native mechanisms, parameters and artifacts. This does make sense, since the step

template contains all required information for the Argo Workflow Controller to create

a Pod that will execute the step, including the names and values (or location in case of

artifacts) of inputs, the names and defined location of the outputs, the image packaging

the runtime environment and the entrypoint command. Unfortunately, however, this

mechanism is not applicable to our use case, which heavily relies on data passing using

volumes (3.3.1).

More specifically, as mentioned previously, Kale starts by taking a snapshot of the orig-

inal workspace volume attached to the environment where the run is triggered and cre-

ates a clone of that volume that it mounts on every step Pod. Then, Kale steps take

a snapshot of the volumes attached to the Pod at the end of their execution, allowing

transferring dependencies in the form of marshalled data (3.3.1) between steps. With
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the above in mind, the upstream cache implementation will not work, due to the fact

that it is not possible to determine what data each step touches. In fact, we have to

assume that, when a step uses a volume, it changes the whole content.

In this section we will describe our implementation of a caching system that works

with Kale steps, when auto-snapshotting is enabled and they submit information in ML

Metadata (2.5.1). The main differences between our approach and the upstream will be

discussed briefly in 3.3.3.

Architecture Background

Our KFP cache implementation essentially consists of three pieces, which we will be

looking into briefly, before moving on to the runtime mechanism (3.3.3). The corner-

stone of this design is ML Metadata (MLMD), which acts as the cache storage layer,

while aMutatingWebhook is responsible for the caching decision. Finally, a controller,

chargedwithwatching for cached steps and carrying out the necessary tasks for theArgo

Workflows mechanism to continue, complements the design (KFP Cache Controller).

While MLMD is already deployed as part of Kubeflow, the other two components are

strictly cache-specific and are run as a single Deployment in the kubeflow namespace.

It is worth establishing some background on each of these, before moving on to the

mechanism.

• MLMetadata (MLMD)

MLMD is the backbone of our cachingmechanism, aswell as a vital component of

Kubeflow in general. It is, after all, meant to be the connective tissue between ev-

ery other component (2.4.2), holding metadata about pipeline runs, executions

and the lineage of the produced Artifacts. With that in mind, it makes perfect

sense that MLMD should act as the storage layer for our KFP cache, since it al-

ready stores the information required for making a caching decision, being inte-

grated in Kale (2.5.1).

Kale integrates with MLMD, logging and properly connecting MLMD entries,

without the user ever having to worry about it. More specifically, when a Kale

step starts running, the first thing it does is log itself to MLMD. It begins with

looking for the Context corresponding to the specific run. If that doesn’t exist
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in MLMD (i.e. if it is the very first step), it creates it. Subsequently, it submits

an MLMD Execution corresponding to itself, setting its state to RUNNING, and

binding it to the Context of the run through an Association. Additionally, the

step adds the associated Context and Execution IDs to the Pod’s labels, namely:

– pipelines.kubeflow.org/metadata_context_id

– pipelines.kubeflow.org/metadata_execution_id

Then, if auto-snapshotting is enabled, the step looks for RokSnapshot output

MLMD Artifacts (i.e. Artifacts of RokSnapshot Type) of its parent steps, links

them as inputMLMDArtifacts (using an Event) and annotates the Pod with their

IDs:

– pipelines.kubeflow.org/metadata_input_artifact_ids

After the step’s successful execution, and if auto-snapshotting is enabled, the step

takes a Rok snapshot of itself, submits a RokSnapshot as an MLMD Artifact and

links it to its MLMD Execution as an output MLMD Artifact, adding the corre-

sponding Pod annotation:

– pipelines.kubeflow.org/metadata_output_artifact_ids

Finally, the step updates the state of its MLMD Execution to COMPLETED.

• Mutating Webhook

The Mutating Webhook is a crucial component of the KFP cache mechanism,

being responsible for preprocessing the templates of submitted steps and eventu-

ally making the caching decision. In order to better understand how it works, we

should first establish some context around Kubernetes Admission Controllers.

According to the Kubernetes documentation, an admission controller is a piece

of code that intercepts requests to the Kubernetes API server prior to the per-

sistence of the object, but after the request is authenticated and authorized [38].

Kubernetes provides a list of admission controllers, compiled into the binary of

kube-apiserver, to handle different resource kinds. Admission controllers may

be “validating”, “mutating”, or both. When a request reaches the Kubernetes apis-

erver attempting to create, delete or modify an object, it is tested against each
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enabled controller sequentially, with the mutating ones being called first. Finally,

in addition to sometimes mutating the object in question, admission controllers

may sometimes have side effects, that is, mutate related resources as part of re-

quest processing.

Among the admission controllers supported by Kubernetes, there are two of par-

ticular interest; MutatingAdmissionWebhook and ValidatingAdmissionWeb-

hook. These execute themutating and validating (respectively) admission control

webhooks which can be configured dynamically in the API [39]. Admission web-

hooks are essentially just HTTP callbacks that receive admission requests and do

something with them. In this section we will focus on the mutating admission

webhook, which is the mechanism used in our cache implementation.

We can think of webhooks as services deployed on Kubernetes and registered to

the respective apiserver controller, so that if a request reaching the latter matches

some pre-configured rules, the original request is forwarded in the body of a

POST request to the registered service to handle the admission decision and pos-

sible mutation logic (only applicable to mutating webhooks). This will be much

clearer once we describe the way our cache’s webhook is deployed.

In our case, the mutating webhook corresponding to our cache runs in a Pod

along with the cache controller in the kubeflow namespace, as part of the kfp-

cache Deployment, and is exposed as a Service listening on port 443, only pro-

viding a single API endpoint, /mutate. Its job is actually pretty straightforward; it

has to intercept requests for the submission of Pods and, in case they correspond

to Kale steps, determine whether they should run or be retrieved from cache.

In order to register our webhook to Kubernetes, we have to create a configuration

object, a MutatingWebhookConfiguration in particular, specifying these rules.

Simply put, this informs the apiserver that a plugin for the MutatingAdmission-

Webhook controller exists, which should be called whenever a request for Pod

creation reaches the apiserver, forwarding said request to the specified service

endpoint to handle the admission logic. During the runtime exploration, we will

have the chance to investigate what that service actually does.
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apiVersion: admissionregistration.k8s.io/v1beta1

kind: MutatingWebhookConfiguration

metadata:

[...]

name: kfp‐cache

webhooks:

‐ clientConfig:

caBundle: ’’

service:

name: kfp‐cache

namespace: kubeflow

path: /mutate

name: kfp‐cache.arrikto.com

rules:

‐ apiGroups:

‐ ’’

apiVersions:

‐ v1

operations:

‐ CREATE

resources:

‐ pods

• KFP Cache Controller

Compared to the components above, the role of the cache controller is, actually

rather simple. This is a typical Kubernetes controller (2.2.3) that watches for new

Pods. If a submitted Pod corresponds to a Kale step, the controller takes any

actions required for the workflow execution to continue. Of course, as we will see

in the following section, these actions strongly depend on the webhook’s decision.

Runtime Mechanism

In this section we are going to do a detailed walkthrough of the caching runtime mech-

anism. As we have already described, when a user submits a pipeline to be deployed on

KFP, this gets compiled to an Argo Workflow that the KFP API server submits to Ku-

bernetes as a Workflow CR. The Argo Workflow Controller picks this up, processes the

pipeline graph and submits Pods assigned to execute the Workflow tasks (3.3.2). This is
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exactly where the caching mechanism comes into play.

More specifically, in order to create the corresponding Pod for a step, theArgoWorkflow

Controller makes a request to the Kubernetes apiserver. As previously explained, the

latter goes through its list of enabled admission controllers and starts probing themwith

the received request sequentially. One of these controllers is the MutatingAdmission-

Webhook, which looks for a submitted MutatingWebhookConfiguration with rules

that match the requested API action (i.e. create Pod), in order to determine whether

it should forward the request to some external service to handle (there could be more

than onematching webhooks registered; the request has to go through all of them). This

way, it detects the kfp-cache webhook, which it forwards the request to, in the body of

a POST HTTP request at the /mutate endpoint.

Webhook

The webhook receives the forwarded request and extracts the Pod object to be created

from the request body. If the Pod corresponds to a Kale step, the process continues with

the initialization of a PodContext object which will hold all information computed and

retrieved for that Pod. During the initialization of the PodContext, the webhook com-

putes the ExecutionHash. The execution’s hash is actually the hash of the step’s template

after some preprocessing. In a nutshell, PVCnames are replacedwith RokURLs of input

snapshots and the result is hashed (see Template Preprocessing). The ExecutionHash

is then added as an annotation to the Pod (arrikto.com/execution‐hash‐key).

Template Preprocessing

The PVC names for the cloned volumes that are mounted on each step are different be-

tween runs, since they depend on the Workflow name. These are included on a step’s

template both in the inputs.parameters section and the volumes specification that

defines the volumes that should be mounted on a Pod, filtering on the PVC name. De-

spite the fact that 2 PVC names might be different, however, the actual Rok snapshots

that contain the PVC data might be the same. With that in mind, it makes sense that

any occurrence of PVC names on the step template is replaced by the corresponding

snapshot URL before the template is hashed, for the webhook to make a valid decision.
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In order for this to happen, the webhook relies on some information collected by Kale

during the pipeline preprocessing and compilation. More specifically, the webhook ex-

pects to find two Pod annotations added by Kale:

• kubeflow‐kale.org/volume‐name‐parameters

• kubeflow‐kale.org/dependent‐templates

The first one contains a list of all input parameter names that refer to PVC names. In

order to discover the corresponding Rok URLs, the webhook has to find the step’s input

RokSnapshotMLMDArtifacts (see 3.3.3 formore details). For that, it needs to be able to

retrieve the parents of the step and their output RokSnapshotMLMDArtifacts, which is

possible thanks to the second annotation created by Kale that provides a list of all parent

templates (without the annotation, a part of Argo’s graph parsing logic would have to be

reimplemented).

Having found the parent templates, identifying the associated parent Pods is as sim-

ple as checking the status.nodes field of the Workflow CR. Then, from said Pods’

annotations, the webhook retrieves the parent output Artifacts from the list provided

by Kale (pipelines.kubeflow.org/metadata_output_artifact_ids). Output Ar-

tifacts of RokSnapshot type include the Rok snapshot URL in their properties. Using

this information, the webhook is able to create mappings between mount paths, PVC

names and Rok URLs and proceed to replace every occurrence of a PVC name with its

corresponding Rok URL before hashing the template.

Finally, it is worth noting that, currently, preprocessing works only with a single input

RokSnapshot Artifact because merging PVC snapshots is not possible.

Webhook Caching Decision

Following the initialization of the PodContext, the webhook has to decide whether the

corresponding step can be retrieved from cache or not. If the step is an only child (there

are no other templates in the workflow DAG that depend on the step’s parents), the

workflow proceeds to determine whether that step has run in the past. To do that, ML

Metadata is queried for a COMPLETED (or CACHED) MLMD Execution with the same hash

that has the same namespace and a single output RokSnapshot MLMD Artifact. If all of

these are satisfied (figure 3.16), the step results can be retrieved directly from cache and

the Pod does not need to run.
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If a matching Execution is found, the process is rather straightforward:

1. Duplicate the MLMD Execution (it is after all a new run of the step) and link it

to the MLMD Context corresponding to the new pipeline run, as well as to the

same MLMD Artifacts the initial MLMD Execution was linked to

2. Label the pod with the MLMD Execution and Context IDs (like Kale would do if

the step executed normally):

• pipelines.kubeflow.org/metadata_execution_id

• pipelines.kubeflow.org/metadata_context_id

3. Annotate the Pod with input and output MLMD Artifacts (like Kale would do if

the step executed normally):

• pipelines.kubeflow.org/metadata_input_artifact_ids

• pipelines.kubeflow.org/metadata_output_artifact_ids

4. Annotate the Podwith theArgo outputs found in a customproperty of theMLMD

Execution (see Controller)

5. Set a nodeSelector that cannot be satisfied, so that the Pod does not get sched-

uled (i.e. arrikto.com/non‐existing‐node: node‐does‐not‐exist)

6. Label the Pod with a metadata-written label, in case Metadata Writer is also de-

ployed: pipelines.kubeflow.org/metadata_written (seeArrikto vsUpstream

Cache Implementation 3.3.3)

7. Annotate the Podwith a CacheAnnotation, consumed by the controller (seeCon-

troller), containing the mapping between PVC names and Rok URLs

(arrikto.com/cache‐workflow‐step)

8. Copy the step’s Rok snapshots in a bucket named after the KFP experiment that

the run belongs to, and have their names andmetadata updated based on the new

run ID and Pod name
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Figure 3.16: KFP Caching; Found

On the other hand, if no matching MLMD Execution is found (or the Pod is just not

cacheable, e.g. multiple parents or children) thewebhook allows the Pod to be submitted

without making any changes (figure 3.17).

Figure 3.17: KFP Caching; NOT Found

Controller

Eventually, the Pod is submitted to Kubernetes and is picked up by the cache controller

that watches for created Pods, filtering out any that don’t correspond toKale steps (based

on the existing annotations). Asmentioned above, thewebhook annotates Pods for steps

retrieved from cache with a CacheAnnotation. This is used by the controller to identify

cached Pods. At the same time, however, it contains a list of PVCPatches, with each
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mapping a PVC name to the Rok URL it was replaced with on the step template. For

the multiplication step for instance, it could look like this:

// arrikto.com/cache‐workflow‐step annotation

{

”pvcPatches”: [

{

”pvcName”: ”example‐pipeline‐c8hzn‐split‐a‐workspace‐z8xrq”,

”rokUrl”: ”http://rok.rok.svc.cluster.local/swift/v1/

kubeflow‐user/split‐pipelines/c01a1b6a‐e7c0‐4a23‐b21d‐849d5ac46619

_example‐pipeline‐pvt48‐split‐a‐workspace‐z8xrq

?version=1828f9cb‐eb22‐4e49‐9fc9‐79e278d2be09”

↪→

↪→

↪→

}

]

}

Cached Pods submitted to Kubernetes never start running, due to the fact that the web-

hook has rendered them unschedulable. The controller has to pick them up and make

any necessary changes for Argo Workflow Controller to perceive them as successfully

completed steps and resume the workflow execution. To that end, the controller is

charged with carrying out the following:

1. Patch Pod status from Pending to Successful

2. Patch the annotations of the PVCs this Pod uses

The second step refers to the PVCs’ rok/origin annotationwhich defines the Rok snap-

shot URL the PVC will be hydrated from. The Rok storage class supports the WaitFor-

Consumer binding mode, according to which, PVCs do not get bound to PVs until a

Pod that mounts them is scheduled. The rok/origin annotation can be changed while

the PVC is in Pending state, until a consumer appears (i.e. a running Pod) when the

PVC will be hydrated with the Rok snapshot (i.e. populated by the snapshot’s contents)

the annotation points to at the time.

As far as not-cached Pods are concerned, the controller is responsible for submitting

their Argo outputs- retrieved from the workflows.argoproj.io/outputs annotation

added by the Argo step- in theirMLMDExecution as a custom property, once they have

completed successfully. This is where the outputs are retrieved from in case of cached

steps.
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Arrikto vs Upstream Cache Implementation

Throughout this section we described a proprietary caching mechanism designed to

cater for our specific use-case, which heavily relies on data passing via volumes. It is

important to note, however, that the core principles are shared with the upstream KFP

cache. The latter, too, comprises a webhook that hashes the step template of submitted

Argo Pods and decides whether they should run or be retrieved from cache, as well as a

watcher, with functionality similar to our controller’s.

The main difference is that the upstream cache is not designed to work for data pass-

ing with volumes. As such, it can handle generic KFP steps without the need for any

template preprocessing and without the need for special annotations. Upstream KFP

uses a distinct component called Metadata Writer to perform MLMD related tasks on

behalf of Pods, essentially logging and connecting Contexts, Executions and Artifacts.

This is responsible for adding the corresponding MLMD related annotations that Kale

handles in our case. At the same time, however, a distinct MySQL database is used for

storing caching related information, instead of MLMD. Finally, instead of making Pods

unschedulable and manually marking them as Succeeded, the upstream team has opted

for patching the submitted Pod to run a custom container that executes fast.

3.4 [Meta]Data Syncing

In the previous section (3.3), we completed an exhaustive investigation of the core sys-

tems involved in running Kubeflow Pipelines. We started from the pipeline develop-

ment using Kale, exploring the added value that Rok offers on the data management

layer (3.3.1), and proceeded to dive deep into the underlying Argo Workflows mecha-

nism, breaking down its dreaded data passing (3.3.2). These lay the foundation for us

to be able to describe the end-to-end KFP caching mechanism, a crucial part of Split

Pipelines as described earlier (3.2).

With the conclusion of this analysis, we now have a concrete understanding of what

running a Kubeflow Pipeline actually entails. What’s more, we have already exposed all

possible inter-step dependencies, as well the requirements for KFP caching to work, in

terms of data and associated metadata. In this section, we will bring all of the above
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together to provide an exhaustive list of all pieces of information that need to be trans-

ferred between two locations for our proposed Split Pipelinesmechanism towork, lever-

agingKFP caching. Then, wewill proceed to describe a process that enables syncing data

and metadata between locations, relying on Rok snapshotting and Rok Registry.

3.4.1 The Dependencies Puzzle

Let’s start by explicitly stating our objective. Revisiting the Split Pipelines example in-

troduced at the top of this section (3.2.2), we have uploaded a Kubeflow Pipeline on

three locations and started a run on Location A. After the first two steps complete, the

run is interrupted. We need to determine what sort of data are absolutely necessary for

the pipeline run to resume successfully on Location B. The question is rather straight-

forward; what do we need to transfer from Location A to Location B so that, when a

pipeline run is triggered on the latter, the first two steps appear as cached and the run

resumes from the third step, with all the input dependencies available, leading to sub-

sequent steps executing successfully?

Having gone through the runtime mechanism already, we realize that there are four

pieces of data, with each residing in a different store: ML Metadata, KFP artifacts stored

in MinIO, Rok snapshots and all complementary details around KFP runs and experi-

ments.

Figure 3.18: The Dependencies Puzzle

• MLMetadata (MLMD)

The first piece in the puzzle is, of course, the backbone of the KFP caching mech-

anism as presented in 3.3.3, ML Metadata. MLMD is the store that holds all
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caching related information, allowing the webhook to determine whether a step

has run before and, if so, retrieve its outputs directly from the MLMD entry cor-

responding to its Execution.

For caching to work in a distributed manner, the MLMD entries absolutely re-

quired are:

– The Context corresponding to the pipeline run on Location A, as well as its

ContextProperties

– The Executions corresponding to each step’s run on Location A, as well as

their ExecutionProperties

These are absolutely crucial for caching to work. The webhook queries the

Executions found inMLMD to determinewhether one exists with an execu-

tion hash (arrikto.com/execution‐hash‐key custom property) match-

ing the hash of the preprocessed template examined. Then, if a match is

found, the step outputs are retrieved from that Execution’s respective cus-

tom property (workflows.argoproj.io/outputs).

– The output Artifacts of each step run on Location A and their correspond-

ing ArtifactProperties

These are another core requirement, since they hold vital data passing re-

lated metadata. We are mostly referring to the RokSnapshot output Arti-

facts that include the corresponding Rok snapshot URLs in their properties

(URL), indispensible for the caching mechanism and workflow execution in

general, since the snapshotwill be used for Rok to hydrate the PVCmounted

by the following step (assuming that it’s not cached either).

– Complementary MLMD entries:

* The Associations that connect Executions to their Context

* The Events that connect the Artifacts to their Executions

* The Attributions that connect the Artifacts to their Context

* Any Types and TypeProperties connected with the above

Judging by the list above, it is apparent that even collecting all required entries in-

volves a substantial administrative overhead. This is not the actual problem, how-

ever. Apart from *Property entities, all others come with an auto-incremented
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integer ID that serves as their primary key, used for cross-table referencing (we

refrain from using the SQL term “relationship”, since there are no actual foreign

key constraints to strictly define relationships, as established in 2.4.2). Due to

the above, transferring entities between different MLMD installations is not triv-

ial, since it would require changing the values of the imported entities’ IDs (ap-

propriately updating any referencing tables as well), in order to avoid conflicts.

However, this is not acceptable; imagine a pipeline that trains a model in one step

and serves it in the next. This is a common scenario supported by Kale, which

allows data scientists to submit their model as an MLMD Artifact using the Kale

SDK, and subsequently serve it, referencing the corresponding Artifact ID. What

if training happens on Location A and serving on Location B, however? If we

implemented the ID change described above, we would end up with the serving

step referencing a completely different Artifact.

In order to overcome the above issue, we would have to address it as a database

merging problem. A common solution for that is the introduction of GUIDs

in place of the original integer IDs. GUIDs (or UUIDs) [40], an acronym for

globally (or universally) unique identifiers, are 128-bit unique reference numbers

used in computing, which are highly unlikely to repeat when generated, despite

there being no central GUID authority to ensure uniqueness. To put this unlike-

liness into perspective, there’s about 75,000,000,000,000,000,000 grains of sand

on earth, but even that pales in comparison to the number of GUIDs available,

340,282,366,920,938,463,463,374,607,431,770,000,000, making them an essential

tool for merging databases and avoiding collisions. Despite that this approach

can, in fact, serve as a permanent solution, it does require significant changes in

the MLMD backend, the KFP frontend and possibly other applications that in-

terface with them (e.g. Kale) and inevitably brings about community acceptance

concerns, calling for careful design and planning. In the following section (3.4.2)

we will present a generic, yet more coarse-grained mechanism to tackle syncing

MLMD related information.

• MinIO

MinIO isKubeflow’s default object store 2.4.2, configured as the designated repos-

itory for artifacts produced byArgo steps (3.3.2). In theKubeflowuniverse, where

users are not expected (or required) to know about Argo and its data passing
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mechanism, these are usually referred to as KFP artifacts (not to be confused with

MLMD Artifacts).

In order for the workflow execution to continue on Location B successfully, re-

trieving step outputs from the respective MLMD Execution does not suffice; the

actual data have to be synced as well! In the case of KFP artifacts, the outputs

Execution custom property- which is just a copy of the corresponding Pod anno-

tation created at the end of a step’s execution- only includes paths (keys) to the

actual data stored on MinIO. Consequently, it is imperative that the referenced

objects living in MinIO are synced to Location B, for the workflow to resume

successfully. With regard to MinIO artifacts, we are not really concerned about

conflicts on the target location, since Argo makes a point of formatting their keys

based on information unique to the run. Nevertheless, for the time being, we will

be sticking to the generic syncing tactic mentioned above, for KFP artifacts as

well.

• Rok Snapshots

Similarly to what was described for KFP artifacts and MinIO above, syncing the

RokSnapshot MLMD Artifacts does not suffice; the actual data are required as

well. For that reason, it is crucial that we transfer the Rok buckets corresponding

to the necessary Rok snapshots. These can be split into two categories. On the

one hand, we’ve got the initial Rok snapshot of the user’s working environment

mounted volumes, taken at the time of the compilation. This is stored in the

notebooks Rok bucket by convention and its URL is written on the Workflow

definition uploaded to KFP. That URL is used by Kale during runtime to hydrate

the cloned volume that will bemounted on every subsequent step. If this snapshot

is not available, the create-volume-x step and, consequently, the whole pipeline

run will fail.

On the other hand, we need to also keep in mind the Rok auto-snapshots taken

at the end of each Kale step. These are a vital part of the data passing mecha-

nismwhenmarshalled data are passed between steps and correspond to theURLs

found in the properties of output Artifacts. These are stored in Rok buckets whose

names match those of the associated KFP experiment.
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• Kubeflow Pipelines

The last piece of the puzzle is the complementary metadata around KFP runs

and experiments stored in KFP API server’s MySQL database (2.4.2). Apart from

triggering a run on Location B, these are of little significance during the actual

runtime. However, they constitute a big part of KFP as exposed through the UI

and SDK. In any case, it is vital that they are transferred along with the submitted

pipeline, in order for consistency to be preserved across Locations.

3.4.2 The Syncing Mechanism

In the previous section, we went through the four distinct pieces of information that

need to be transferred between locations for a split pipeline to succeed, establishing

the need for each one, and defining the exact pieces of data and metadata required, in

a rather fine-grained manner. However, as already hinted on in the MLMD section,

implementing a fine-grained approach can be fairly tricky. For this reason, in this sec-

tion, we will describe a more generic, coarse-grained approach that, although not ideal,

works for all four pieces. The proposed mechanism relies on the Rok snapshotting tech-

nology that enables capturing the contents of entire PVCs (2.6) in conjunction with Rok

Registry (2.7), which will handle seamless syncing between locations.

The datamigration process that will allow us to transfer all necessary data fromLocation

A to Location B, essentially consists of two phases; backup and restore. The idea is

simple; we wish to make a backup of any relevant resources on Location A, so that we

can subsequently restore their state on Location B. Beforemoving on to investigate what

each phase actually entails, it is worth exploring some fundamental concepts of a generic

migration process backed by Rok.

A Generic Migration

In order to be able to reason about migrating resources between locations, it is worth

exploring some fundamental Rok concepts first. As we have already mentioned, Rok

integrates with Kubernetes through the Container Storage Interface (CSI) standard to

provide advanced storage capabilities such as dynamic provisioning of a volume, snap-

shotting, and topology-aware scheduling of volumes. Just like Rok uses its own stor-
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age class to define its custom volume provisioning logic, it comes with a pre-defined

VolumeSnapshotClass that implements the volume snapshot provisioning mechanism.

Simply put, a snapshot represents a point-in-time copy of a volume, which can be used

to provision a new volume (pre-populated with the snapshot data).

Rok’s data management services like snapshotting are exposed through the Rok Gate-

way, which provides an object store API. The Rok Gateway allows integration with ex-

ternal storage and compute vendors via its services API. A Gateway service essentially

supports two actions:

• registering an external resource as a Rok object

• presenting a Rok object as an external resource

In our scenario, a persistent volume claim is an external resource. In order to take its

snapshot, we will have to register it as a Rok object. This is possible through the API

provided by the Rok Gateway, allowing us to interface with the corresponding service,

responsible for registering PVCs. While services are meant to offer the user-facing API,

the actual execution of the registration task is carried out by the associated Gateway

driver, which is responsible for preprocessing the PVC object and provisioning a Vol-

umeSnapshot as defined by the Rok volume snapshot class. Rok will then take care of

snapshotting the requested volumes, hashing, de-duplicating and versioning their con-

tents, before storing them as content-addressable blobs on the configured Object Stor-

age service (e.g. Amazon S3). Finally, it will register the resulting snapshot with the Rok

Gateway as a Rok object.

On the other hand, Rok allows presenting a Rok object as a PVC. As previously hinted

on, this is possible by provisioning a new PVC and defining the Rok snapshot URL, with

the contents of which the requested persistent volume will be hydrated (i.e. populated),

in a rok/origin annotation.

Having covered the basics around taking Rok snapshots of PVCs, as well as restoring

the PVCs from the corresponding snapshots, it is worth moving on to the mechanism

that will allow snapshot sharing between locations. We have already seen that Rok uses

the concept of buckets to group together relevant objects. Besides local buckets, which

are confined inside a single Rok installation, the Rok Gateway supports global buckets

that can be synchronized with other Rok installations, via a swarm of Rok Gateways. A



3.4. [META]DATA SYNCING 227

dedicated process on each Gateway, theThrower is in charge of handling the operations

needed for global buckets, including moving (throwing and receiving) the correspond-

ing data inside a swarm.

Global buckets can be either published or subscribed. For a bucket to be published,

a Rok Registry reference- to which other buckets can subscribe- has to be created and

assigned to it. This Rok Registry reference contains the unique ID of the bucket’s swarm.

The contents of a published bucket are synchronized inside the swarm. Analogously, a

bucket can subscribe to a published reference on a Rok Registry, in order to become

member of the swarm and receive contents of a published bucket. Syncing between

members of a swarmhappens asynchronously and is directly coordinated by the thrower

instances on each Gateway.

With the above in mind, the generic migration procedure should be rather straightfor-

ward as depicted in the following diagram.

Figure 3.19: A Generic Migration

More specifically, in order to transfer the contents of a PVC fromLocationA to Location

B, the following steps are needed:

1. Take a PVC Snapshot (Location A)

2. Publish the corresponding Rok bucket to a Rok Registry reference (Location A)
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3. Create a Rok bucket and have it subscribe to the above Rok Registry reference

(Location B)

• Bucket content syncing will occur asynchronously

• Ensure that syncing has completed before proceeding

4. Restore PVC from Rok Snapshot (Location B) (more on this in 3.4.2)

Backup

A generic backup action involved in our migration procedure can be defined in two

steps as follows:

Backup = Snapshot Data + Publish to Registry

More specifically, for each resource described in the previous section (3.4.1), we need

to first capture the corresponding data. The simplest, most convenient way to achieve

this is by taking a Rok snapshot of the entire PVC backing each of the associated stores.

The mapping between the required resources, the store where they reside and the cor-

responding PVC, all in the kubeflow namespace, is displayed in the table below.

Resource Store PVC

MLMD Artifacts and relevant context MLMD MySQL DB metadata‐mysql

KFP (Argo) artifacts MinIO Object Store minio‐pv‐claim

KFP runs and experiments metadata KFP API Server MySQL DB mysql‐pv‐claim

Based on the above, during the backup phase, we need to take Rok snapshots for 3 PVCs

in the kubeflow namespace: metadata‐mysql, minio‐pv‐claim and mysql‐pv‐claim.

These snapshots are stored in Rok buckets in the same namespace. In order to simplify,

we assume that each snapshot is stored in a separate bucket. The next step, according to

our migration procedure is to publish these buckets to a Rok Registry. Let us not forget

that, in addition to the buckets containing the PVC snapshots corresponding to Kube-

flow’s stores, we also have to publish the buckets containing the required Rok snapshots

used for data passing, as described in 3.4.1. The complete backup procedure is summa-

rized in the following diagram.
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Figure 3.20: Phase 1: Backup

Restore

Having described the backup mechanism above, we can think of the restoration as be-

ing the exactly inverse procedure. A generic restore action involved in our migration

procedure can be defined in two steps as follows:

Restore = Subscribe to Registry + Restore Data from Snapshot

The first step is to create some local buckets and have them subscribed to the Rok Reg-

istry references produced during the backup procedure. Subscribing the buckets to the

respective referenceswill add them to the corresponding swarms, initiating data syncing

between the Gateway instances. As soon as this is complete (i.e. there are no pending

downloads), we can proceed to restore the initial resources from the Rok snapshots. As

far as the auto-snapshot buckets are concerned, no further action is required once their

contents have finished downloading, since Kale knows how to deal with them at step

runtime. For the PVC snapshots corresponding to Kubeflow’s stores, we need to ensure

that they are properly presented.

In our use case, both locations correspond to Kubeflow instances. With that in mind,

we expect that they would share the same basic setup. In other words, PVCs that live

on Location A, probably already exist on Location B. What this means, essentially, is

that simply restoring the PVCs from the respective snapshots, would result in name

conflicts. In order for the state on the target Location to match that of the original one,

it is mandatory that the existing PVCs are replaced. Replacing a PVC consists of the

following four steps:

1. Scale down the Deployment responsible for managing the store backed by each

PVC
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This is crucial from a data consistency standpoint; while the PVC is being re-

placed, nobody should be able to read from or write to the store, or it could be

left in an inconsistent state, containing stale or inaccurate data.

2. Delete the old PVC

This step is compulsory for the new PVC to be successfully created. However, it

does entail data loss, since all existing data on Location B are deleted and will be

replaced by those migrated from Location A.

3. Provision a new PVC and hydrate it with the contents of the corresponding Rok

snapshot

4. Scale the Deployment back up

To sum up, the restore phase entails retrieving the relevant published snapshots from

a Rok Registry reference and restoring the three Kubeflow stores’ PVCs, following the

procedure described above. Schematically, this is depicted in the following diagram.

Figure 3.21: Phase 2: Restore

Before moving on, it is imperative to stress once again that this approach is not ideal.

Snapshotting and syncing entire PVCs is potentially slower than the optimal fine-grained

solution. At the same time, the data loss inevitably inflicted on the target location, in the

event that it is not a perfect mirror of the source one, cannot be tolerated in most cases.

However, this solution doesmanage to overcome the datamerging challenges described

in 3.4.1, without calling for any changes in external software, making it a more generic,

yet incredibly convenient approach to support a PoC implementation of our proposed

mechanism.
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3.5 Early Stopping

The final block on the Split Pipelines pyramid as defined in 3.2.1 is early stopping, a

term that we introduced to describe interrupting a pipeline run after one of its steps

completes, without having to wait for the whole pipeline (i.e. all of the steps) to run.

Using the Kale DSL, we can easily simulate early stopping by defining conditionally ex-

ecuted steps in the pipeline function.

Revisiting our addition-multiplication example, we can inject a condition to control

whether the multiplication step is executed. Currently, the Kale DSL only allows for

this condition to be a simple boolean expression, with its operands being either pipeline

parameters or constants. For this reason, we have introduced the stop pipeline param-

eter that equals 1 when the notebook server runs in a Pod that contains split‐a in its

name and 0 in any other case (in our example, this is going to equal 1 for Location A

and 0 for Location B).

import os

from kale.sdk import pipeline, step

@step(name=”addition”)

def add(a: int, b: int) ‐> int:

return a + b

@step(name=”multiplication”)

def mult(a: int, b: int) ‐> int:

return a * b

@pipeline(name=”example‐pipeline”, experiment=”split‐pipelines”)

def ml_pipeline(a: int = 6, b: int = 8, stop: int = 0):

”””Run the ML pipeline.”””

sum = add(a, b)

if stop == 0:

res = mult(3, sum)

if __name__ == ”__main__”:

stopper = 1 if ”split‐a” in os.getenv(”HOSTNAME”) else 0

ml_pipeline(stop=stopper)
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After compilation, the above pipeline definition results in an ArgoWorkflow pretty sim-

ilar to the one we investigated in 3.3. Themain difference is that themultiplication tem-

plate has been replaced by a kale-condition one that evaluates the condition (defined by

the where clause on the Argo template) depending on the stop pipeline parameter and

includesmultiplication in its ownDAG. Belowwe only present the changed parts of the

Workflow, with the create-volume-1, addition andmultiplication templates remaining

exactly the same.

‐ name: example‐pipeline

inputs:

parameters:

‐ {name: a}

‐ {name: b}

‐ {name: rok_split_a_workspace_z8xrq_url}

‐ {name: stop}

dag:

tasks:

‐ name: addition

template: addition

dependencies: [create‐volume‐1]

arguments:

parameters:

‐ {name: a, value: ’{{inputs.parameters.a}}’}

‐ {name: b, value: ’{{inputs.parameters.b}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

‐ name: create‐volume‐1

template: create‐volume‐1

arguments:

parameters:

‐ {name: rok_split_a_workspace_z8xrq_url,

value: ’{{inputs.parameters.rok_split_a_workspace_z8xrq_url}}’}

‐ name: kale‐condition‐1

template: kale‐condition‐1

when: ’”{{inputs.parameters.stop}}” == ”0”’

dependencies: [addition, create‐volume‐1]

arguments:

parameters:

‐ {name: addition‐out,
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value: ’{{tasks.addition.outputs.parameters.addition‐out}}’}

‐ {name: create‐volume‐1‐name,

value: ’{{tasks.create‐volume‐1.outputs.parameters.create‐volume‐1‐name}}’}

‐ {name: stop, value: ’{{inputs.parameters.stop}}’}

‐ name: kale‐condition‐1

inputs:

parameters:

‐ {name: addition‐out}

‐ {name: create‐volume‐1‐name}

‐ {name: stop}

dag:

tasks:

‐ name: multiplication

template: multiplication

arguments:

parameters:

‐ {name: addition‐out, value: ’{{inputs.parameters.addition‐out}}’}

‐ {name: create‐volume‐1‐name, value: ’{{inputs.parameters.create‐volume‐1‐name}}’}

‐ {name: stop, value: ’{{inputs.parameters.stop}}’}

Running the above pipeline on Location A (notebook name is split‐a), will result to

the run completing right after the addition step, with the condition evaluating to True.

On the other hand, on Location B, the whole pipeline executes normally (i.e. notebook

name == split‐b).

Although the above approach allows for some pseudo-controlled pipeline execution that

can come close to simulating early stopping, it is pretty restrictive and defeats Kale’s

principal purpose, alleviating the need for boilerplate, unintuitive code that is irrelevant

to the actual business logic. For that reason, it is clear to us, that early stopping should

be an independent feature, supported by KFP and Argo, to allow defining the stopping

points when triggering a run, without meddling with the actual pipeline/ workflow im-

plementation. It seems that it would be possible for KFP to add the stopping point as an

annotation to the Workflow (right before it submits it to Kubernetes), which the Argo

Workflow Controller would be able to parse and, with minor changes to its runtime

logic, adjust the workflow execution accordingly.
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4
Implementation

In the previous chapters we presented the motivation behind the Split Pipelines mech-

anism, laid out the fundamental theoretical background and conducted a deep dive in

the internals of the systems that support and influence our design. Understanding this

complex choreography, with all those independent moving parts involved, has been a

substantial challenge, indeed, as well as a core component of this thesis. That is not to

say, however, that the project did not entail a significant implementation effort. In this

section we will focus on some interesting pieces of the implementation, zooming into

the technical details of the [meta]data syncing process.

4.1 Migration

A core component of the Split Pipelines mechanism and our implementation effort is

undoubtedly [meta]data syncing, described in 3.4. While designing and developing this

feature, we had to take a few factors into consideration. For starters, the data migration

necessitated by the Split Pipelines effort coincided with a much larger project aiming

to migrate the entire Kubeflow state between Kubernetes clusters, including notebooks,

inference services, Kubernetes resources like profiles, and others, on top of the PVCs

and Rok buckets we already mentioned in 3.4.2. Consequently, we had to come up with

a tool that would provide an extendable interface, meant to cater for the current, as well

as any future list of resources to bemigrated, settling on amodular structure, where each

resource (e.g. MLMD, Rok buckets, notebooks) is handled by an independent task.

235
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Additionally, in order to tackle both phases described in the migration mechanism,

backup and restore, we developed two tools, in the form of interactive command-line

utilities, which we will be hereafter calling rok-backup and rok-restore, respectively.

For these, we built on Rok’s rich library of utilities, leveraging the existing solutions for

developing command-line interfaces, receiving and validating user input and display-

ing output, namely the RokCLI and Question base classes, that eliminated the need for

reinventing the wheel and allowed us to focus on our business logic.

As already mentioned in the design chapter, our mechanism heavily relies on the Rok

and Rok Registry platforms. Fortunately, most of the required functionality around

dealing with Rok objects- i.e. registering and presenting resources- and handling buck-

ets was already there, exposed by the Rok and Rok Registry clients that facilitate access

to the Rok API. On the other hand, in order to communicate with the Kubernetes API

we used the Rok wrappers around Kubernetes’ object models that greatly simplify de-

velopment. We will have the chance to talk about the above in the following sections,

where we will provide an outline of the implementation, with code samples. The en-

tire implementation, as well as the clients and interfaces we mentioned are written in

Python.

4.1.1 Requirements

For our mechanism to work, there are certain requirements that essentially fit into two

categories. On the one hand, there are configuration prerequisites which need to be

satisfied for the migration to succeed. On the other hand, we also have less critical, yet

still important runtime configurations in the form of user inputs. Both of these are listed

below.

• Configuration Prerequisites

– A running Rok Registry installation

– Two running EKF clusters (Location A and B, respectively)

* A user with administrative rights on both clusters

* The corresponding Rok clusters need to be registered to the Rok Reg-

istry
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* The corresponding Rok clusters need to be configured for syncing (ex-

pose appropriate ports for throwers to communicate)

– A token issued for the user to access the Rok Registry

– rok-backup and rok-restore scripts available along with any other required

Python wheels

• User Inputs

These are provided through the Questions mechanism mentioned earlier. The

most important ones are:

– The URL of the Rok cluster (usually retrieved from a pre-configured envi-

ronment variable)

– A token to access the Rok cluster (usually retrieved from a pre-configured

environment variable)

– The URL of the Rok Registry

– The token issued for the user to be able to access the Rok Registry

– A Rok bucket prefix for buckets created to hold the created migration snap-

shots

– A Rok Registry bucket prefix for Registry buckets (references) that will be

used for syncing (publishing/subscribing the corresponding local buckets)

4.1.2 BaseMigration

Moving on to the actual implementation, it only makes sense for us to start this walk-

through from the bottom, with the BaseMigration task created to abstract common

functionality, including helpers to cater formanipulatingRok andKubernetes resources,

and hold the execution context. This will be the parent class of every other task either

on the backup or the restore side. Its definition and constructor are shown below.
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class BaseMigration(object):

”””Base script to migrate resources in a Kubernetes cluster.”””

resource_name = ”Resource”

@property

def resource_plural(self):

return ”%ss” % self.resource_name

def __init__(self, qctx=None, cli_args=None):

# Store the questions and CLI context

self.qctx = qctx

self.args = cli_args

# Load Kubernetes config

config.load_config()

# Initialize Kubernetes API clients

self.pod_client = client.PodClient()

self.ns_client = client.NamespaceClient()

self.deployment_client = client.DeploymentClient()

self.pvc_client = client.PersistentVolumeClaimClient()

# Use execution timestamp as the migration ID

self.migration_id = timeutils.isoformat(timeutils.now())

As far as the above constructor is concerned, there is only a couple of things worth

mentioning. For starters, we can verify that it holds the question context (i.e. qctx)

and CLI args passed at initialization. We can only assume for now that these tasks are

triggered by some CLI run that provides the corresponding context (more on this later).

Additionally, this constructor is responsible for loading the Kubernetes configuration

(from the Rok wrapped config module) and initializing Kubernetes API clients that will

be required by more than one migration task. In our case, we are mostly interested in

the PersistentVolumeClaimClient, that will be used for retrieving and creating PVCs.

Before moving any further, it is worth taking the time to go through some of the most

important helper methods implemented as part of the base migration class.
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Dealing with PVCs

Two of themost important BaseMigration helpermethods concern dealingwith PVCs;

snapshot_pvc and delete_pvc. The former is presented below and is meant to take a

Rok PVC snapshot and register it as a Rok object. As arguments, it receives the instance

of a Rok client, the name of the PVC to snapshot, the name of the Rok bucket where

the object will be stored and some optional snapshot metadata. The actual snapshot is

taken with a call to the version_register Rok client method, which is responsible for

registering a Rok object using a specific Gateway driver. The specified driver in this

case is “dataset”, which knows how to handle the provided parameters to provision a

snapshot of the PVC and register it with the Gateway.

def snapshot_pvc(self, rok, pvc_name, bucket, metadata=None):

”””Snapshot a PVC in a namespace.”””

log.info(”Creating a snapshot of PVC ’%s’ in namespace ’%s’ ...”,

pvc_name, rok.account)

commit_title = ”Snapshot PVC ’%s’” % pvc_name

commit_message = (”Snapshot PVC ’%s’ as part of a cluster migration”

% pvc_name)

params = {”dataset”: pvc_name,

”namespace”: rok.account,

”commit_title”: commit_title,

”commit_message”: commit_message,

”metadata”: metadata}

try:

task_info = rok.version_register(bucket, pvc_name, ”dataset”,

params, wait=True)

except RokClientError as e:

log.error(u”Could not snapshot PVC ’%s/%s’: %s”, rok.account,

pvc_name, e)

raise

log.info(”Successfully snapshotted PVC ’%s’ in namespace ’%s’ via Rok”

” task %s”, pvc_name, rok.account, task_info[”task”][”id”])

On the other hand, delete_pvc is a convenient wrapper around the PVC Kubernetes

client that handles a blocking deletion of a provided PVC, meaning that it does not

return until the object is actually deleted.
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def delete_pvc(self, name, namespace):

”””Delete namespaced PVC.”””

log.info(”Deleting PVC ’%s’ in namespace ’%s’”, name, namespace)

return self.pvc_client.blocking_delete(name, namespace)

Another useful tool, whichwe are going to be largely relying on is the deployment scaling

helper. More specifically, we provide a wrapper around the corresponding Kubernetes

client that allows adjusting the number of replicas (essentially Pod copies) that are part

of a Deployment. Asmentioned in the relevant design section, when replacing database

backing PVCs it is imperative that we do so with the corresponding deployment scaled

down to avoid landing on an inconsistent state. However, it is also crucial we ensure

that, after the PVC is successfully replaced, the deployment is scaled back up, in order

to be able to receive and handle subsequent requests. For that reason, we also provide

a convenient context manager which we will use to wrap PVC replacement actions, to

make sure that the associated Deployment is properly (i.e. wait) scaled down before

deleting any PVCs, and scaled back up with its replicas ready (i.e. wait_ready) after

the new PVC is provisioned and hydrated.

def _scale_deployment(self, name, namespace, replicas, **kwargs):

”””Scale Deployment to match provided number of replicas.”””

log.info(”Scaling Deployment ’%s’ in namespace ’%s’ to %d replicas”,

name, namespace, replicas)

self.deployment_client.scale(name, namespace, replicas, **kwargs)

@contextmanager

def scale_deployment(self, name, namespace, p):

”””Scale down/up a deployment before/after a task.”””

p.info(”Scaling down ’%s/%s’ Deployment” % (namespace, name))

self._scale_deployment(name, namespace, 0, wait=True)

yield

p.info(”Scaling up ’%s/%s’ Deployment” % (namespace, name))

self._scale_deployment(name, namespace, 1, wait_ready=True)

Dealing with Buckets

The most important part of the base migration helpers is undoubtedly the one concern-

ing dealing with buckets. More specifically, we have created helpers for creating local
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buckets, publishing or subscribing them (i.e. “throwing”) and monitoring their syncing

process. For all of these tasks we are going to be relying on methods provided by the

Rok client. All of the helpers presented below will be receiving the name of the bucket

to work on, as well as an instance of the Rok client. It is worth noting that a Rok client

is authenticated on initialization using a token (provides information about a specific

user) and is tied to a specific namespace (i.e. Rok account).

The first method that we are going to be presenting (and the simplest one) is create_‐

bucket, a helper built around the corresponding client method to handle boilerplate

and migration specific procedures (e.g. logging, additional metadata). create_bucket

is meant to be an idempotent operation; in the event that the specified bucket already

exists, it detects that and returns without any side effects or errors raised. Otherwise, it

creates a local bucket on the client’s namespace with the provided name, by calling Rok

client’s bucket_create method.

def create_bucket(self, bucket, rok, p):

”””Create a Rok bucket if it does not already exist.”””

p.info(”Testing if bucket ’%s’ in namespace ’%s’ exists”

% (bucket, rok.account))

try:

rok.bucket_info(bucket)

exists = True

except RokClientError as e:

if e.response.status_code != 404:

raise

exists = False

if not exists:

p.info(”Creating Rok bucket ’%s’ in namespace ’%s’”

% (bucket, rok.account))

meta = {”migration”: self.migration_id}

created, _ = rok.bucket_create(bucket, meta)

if created:

p.info(”Successfully created bucket ’%s’ in namespace ’%s’”

% (bucket, rok.account))

return

p.info(”Bucket ’%s’ in namespace ’%s’ already exists, will”

” re‐use it” % (bucket, rok.account))
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Two particularly important helpers, widely used throughout themigration implementa-

tion, are publish_bucket and subscribe_bucket. They both call on create_bucket

to create a local bucket in case it does not already exist, before proceeding to “throw” it,

using the corresponding helper that we will be inspecting shortly, essentially publishing

or subscribing it to a Registry reference. Both of these methods receive a number of

arguments, the most important of which are the rok and registry client instances, the

name of the local bucket to be thrown, as well as a prefix (and an optional suffix) used

to name the Registry bucket reference. Finally, we notice that both of these methods

rely on throw_bucket, providing a “published” or “subscribed” identifier respectively,

to determine the desired action.

def publish_bucket(self, bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, p, registry_bucket_suffix=None,

registry_handle=None):

”””Publish a bucket to a Rok Registry.”””

# Create a bucket if it doesn’t exist already

self.create_bucket(bucket, rok, p)

p.info(”Publishing bucket ’%s’ to the Registry” % bucket)

self.throw_bucket(bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, ”published”, p,

registry_bucket_suffix,

registry_handle=registry_handle)

def subscribe_bucket(self, bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, p,

registry_bucket_suffix=None, registry_handle=None):

”””Subscribe to a bucket on a Rok Registry.”””

# Create a bucket if it doesn’t exist already

self.create_bucket(bucket, rok, p)

p.info(”Subscribing bucket ’%s’ to the published bucket on the”

” Registry” % bucket)

self.throw_bucket(bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, ”subscribed”, p,

registry_bucket_suffix,

registry_handle=registry_handle)
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Having looked into the above, it is time to explore the throw_bucket helper, which is

shown below. It might look a bit compelling at first glance, but it is worth maintaining

a high-level perspective.

def throw_bucket(self, rok_bucket, rok, registry, registry_token_duration,

registry_bucket_prefix, throw_type, p,

registry_bucket_suffix=None, registry_handle=None):

”””Publish or subscribe a bucket to Rok Registry.”””

# Find the OAuth2 Provider in Rok Gateway from the Registry URL

p.info(u”Checking if the Rok cluster is registered to the Rok Registry”

” with URL ’%s’” % registry.url)

prov = self.find_provider(registry.url, rok)

prov_client_id = prov[”client_id”]

prov_gw_id = prov[”id”]

p.info(u”Successfully found Rok Registry with UUID ’%s’ and client”

” ID ’%s’ at URL ’%s’”

% (prov_gw_id, prov_client_id, registry.url))

# Create an OAuth2 token for the Registry user.

if registry_handle is None:

registry_handle = self.get_registry_handle(registry)

resp = registry.get_app(prov_client_id)

redirect_urls = resp.json[”redirect_uris”]

if len(redirect_urls) != 1:

msg = (u”Found %d redirect URLs for Rok app with client ID ’%s’”

% (len(redirect_urls), prov_client_id))

raise RuntimeError(msg)

redirect_url = redirect_urls[0]

p.info(”Successfully retrieved redirect URL ’%s’ from Rok Registry”

” at ’%s’” % (redirect_url, registry.url))

registry_bucket = self.format_bucket_name(registry_bucket_prefix,

rok.account,

registry_bucket_suffix)

scope = self.create_scope(registry_handle, registry_bucket)

resp = registry.create_oauth2_token(prov_client_id, redirect_url,

scope, registry_token_duration)

oauth2_token = resp.json[”token”]

p.info(”Successfully created OAuth2 token with scope ’%s’ for Rok”

” Registry at ’%s’” % (scope, registry.url))
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# Add token to provider.

expires_at = timeutils.isoformat(timeutils.now()

+ registry_token_duration)

try:

rok.provider_token_add(oauth2_token, scope, registry.url,

rok.account, expires_at=expires_at)

except RokClientError as e:

p.info(u”Error while adding provider token: %s” % e)

raise

p.info(”Successfully added OAuth2 token with scope ’%s’ to Rok”

” namespace ’%s’” % (scope, rok.account))

registry_ref = http.construct_url(registry.url, registry_handle,

registry_bucket)

assert throw_type in (”published”, ”subscribed”)

if throw_type == ”published”:

rok.bucket_publish(rok_bucket, registry_ref, registry.url,

registry_handle, registry_bucket,

throw_public=None)

else:

rok.bucket_subscribe(rok_bucket, registry_ref, registry.url,

registry_handle, registry_bucket)

self._wait_for_throw_task(rok_bucket, rok, registry_ref, throw_type)

p.info(”Successfully %s bucket ’%s’ in namespace ’%s’ to”

” ’%s’” % (throw_type, rok_bucket, rok.account, registry_ref))

The above helper starts by determining whether the Rok cluster is registered to a Rok

Registry, by listing through the former’s OAuth 2.0 providers.

The Rok Gateway and Rok Registry support a pre-registered OAuth 2.0

model. In thismodel, theOAuth client (theGateway) needs to be registered

to the provider (the Registry) before an OAuth 2.0 cycle can begin.

Using the retrieved provider information for the Registry, the Registry user handle that

can be retrieved from the Registry token and a custom scope (buckets:<userHandle>:

<registryBucketName>), anOAuth2 token is generated, allowing the client (RokGate-

way) to access the Registry resources on behalf of the Registry user. The Registry bucket
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name is constructed by combining the provided prefix, the user handle, and the suffix

(if any is given), while the Registry reference is the URL of this bucket. Finally, based on

the action identifier parameter (“published” or “subscribed”), the specified local bucket

is either published or subscribed to the created Registry reference. This action is carried

out by a task running in the background, which we have to monitor to make sure that

publishing/subscribing has completed successfully, before moving on.

The last part of the BaseMigration class that we are going to be exploring here is the

syncing state monitoring process. This is orchestrated by the download_snapshots

method, which is meant to disguise an inherently asynchronous process like Gateway

syncing as a synchronous action that can be incorporated in a migration task, where

each step strongly depends on the previous ones. To this end, download_snapshots

enforces time restrictions and monitors syncing tasks until they are actually completed.

def download_snapshots(self, namespaces, roks, rok_bucket, wait_duration):

”””Wait for all snapshots to be downloaded.”””

title = ”Restore %s” % self.resource_plural.title()

msg = ”Downloading %s snapshots” % self.resource_name

with fr.Progress(maxval=len(namespaces), title=title, msg=msg) as p:

wait_until = timeutils.now() + wait_duration

downloaded = len(namespaces)

for ns in namespaces:

rok = roks[ns]

# As time progresses, make the timeout smaller.

timeout = int(timeutils.elapsed(timeutils.now(), wait_until))

timeout = max(timeout, 0)

if not self._wait_for_syncing(ns, rok, rok_bucket, timeout, p):

downloaded ‐= 1

p.inc()

if downloaded == 0:

p.error(”Did not manage to download any %s snapshot”

% self.resource_name)

elif downloaded == len(namespaces):

p.success(”Successfully downloaded all %s snapshots”

% self.resource_plural)

else:

p.warn(”Partially downloaded %s snapshots from %d out”

” of %d buckets” % (self.resource_name, downloaded,

len(namespaces)))
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More specifically, this method accepts a list of namespaces to operate on, as well as

the corresponding Rok client instances (i.e. roks), and waits until all snapshots in a

specified bucket across all namespaces have completed downloading. Themethod name

might bemisleading, since there is no single “download” call, with syncing happening in

the background and starting as soon as a connection between peers has been established.

It was, however, chosen deliberately to allude to the interface of a synchronous operation

that is time-bound and only returns when its subtasks are completed. In fact, the actual

waiting part is carried out by the _wait_for_syncing method, which waits for a pre-

configured period of time (i.e. no_empty_timeout) until the bucket is no more empty

(an empty bucket can be the result of either an empty peer bucket or syncing failure) and,

after objects have started downloading, waits until there are no pending object versions

left.

def _wait_for_syncing(self, ns, rok, rok_bucket, no_empty_timeout, p):

”””Wait for syncing to complete in a namespace.”””

p.info(”Downloading snapshots in bucket ’%s/%s’” % (ns, rok_bucket))

duration = timeutils.format_duration(no_empty_timeout)

try:

p.info(”Waiting for bucket ’%s/%s’ to connect to a peer and begin”

” downloading snapshots, within %s”

% (rok.account, rok_bucket, duration))

quiet_retry(self._wait_no_empty_bucket, args=(rok, rok_bucket, p),

timeout=no_empty_timeout)

except RetryTimeout:

p.warn(”Did not receive any snapshot in bucket ’%s/%s’ within %s.”

” Continuing with the remaining buckets...”

% (rok.account, rok_bucket, duration))

return False

self._wait_for_synced_bucket(rok, rok_bucket, p)

return True

4.1.3 Migration Tasks

As already mentioned above, one of the main concerns while designing the migration

tool, was expandability. For this reason, we created the BaseMigration class and devel-

oped backup and restore migration tasks for each independent Kubeflow component,
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all inheriting from the base class. Three of these sets (i.e. backup and restore) of tasks

are incredibly useful for the Split Pipelines effort:

• MLMD Backup and MLMD Restore

Migrate the MLMD MySQL DB PVC

• KFP Backup and KFP Restore

Migrate the KFP API Server MySQL DB and MinIO PVCs

(it is crucial that we handle these as one task for consistency reasons)

• Rok Buckets Backup and Rok Buckets Restore

Migrate (publish/subscribe) Rok buckets

In this section we will be presenting the MLMD related tasks, which are a great ex-

ample of the mechanism, bringing all the core ideas together, but still remaining rather

short and simple (contrary to other tasks that deal withmultiple resources over multiple

namespaces, executing resource-specific logic).

Backup Tasks

We will be starting off with the MLMD Backup task, designed to take a snapshot of the

MLMD DB PVC, store it in a bucket and publish that to the Registry. It is implemented

as a single class that inherits from the BaseMigration task. Its main entrypoint is the

run method that, in this case, holds the entire business logic. The task makes use of the

following constants:

TITLE = ”Backup MLMD”

MLMD_NAMESPACE = ”kubeflow”

MLMD_PVC = ”metadata‐mysql”

We are mostly interested in the MLMD_* ones, which define the namespace and name of

the MLMD MySQL DB PVC, respectively. Shown below, is the implementation of the

MLMDBackup task.
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class MLMDBackup(base.BaseMigration):

”””Backup MLMD in a Kubernetes cluster.”””

def ask_questions(self):

”””Ask all questions used by the script.”””

# There are no module‐specific questions currently

pass

def run(self):

”””Backup MLMD in a Kubernetes cluster.”””

msg = (”Welcome to Arrikto’s migration tool for MLMD.\n\n”

”This interactive utility will help you snapshot all entities”

” stored in MLMD and publish them to a Rok Registry.”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()

self.ask_questions()

rok_url = self.qctx_get(RokURLQuestion)

rok_token = self.qctx_get(RokTokenQuestion)

rok_bucket = self.format_rok_bucket_name(

self.qctx_get(RokBucketPrefixQuestion), ”mlmd”)

registry_url = self.qctx_get(RokRegistryURLQuestion)

registry_token = self.qctx_get(RokRegistryTokenQuestion)

registry_bucket_prefix = self.format_registry_bucket_prefix(

self.qctx_get(RokRegistryBucketPrefixQuestion), ”mlmd”)

registry_token_duration = self.qctx_get(

AuthorizationExpiresAfterQuestion)

registry = RokRegistryClient(registry_url, token=registry_token)

# CONTINUED IN THE NEXT PAGE

In the code segment above, we see the class definition, along with a placeholder ask_‐

questions method and the preface for run. When the backup task is invoked, it starts

by attempting to retrieve the user provided input. In our model, this is generally imple-

mented as questions that either appear as input prompts, when running interactively, or

fall back to retrieving the required values from CLI arguments and environment vari-

ables. The MLMDBackup task does not have any questions of its own. However, it does

share the base class’ question context. We can only assume, for now, that this question

context is passed down from the CLI tool that triggers the task (verified in 4.1.4).
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The implementation, then, goes on to retrieve the necessary values from the question

context. These are the URL of the Rok cluster and the token to access it, the name of the

local Rok bucket that will be created to store the PVC snapshot, a prefix used to generate

the Registry bucket name, and finally the URL of the Rok Registry and its access token

(with its duration) that are used to initialize a Rok Registry client (registry).

Below, we continue with the main body of the run method that carries out the core

execution logic, using the values retrieved from the question context.

# MLMDBackup CONTINUATION

try:

msg = u”Snapshotting MLMD MySQL DB PVC”

with fr.Progress(maxval=3, title=TITLE, msg=msg) as p:

# Initialize a Rok client for the MLMD MySQL DB PVC namespace

p.info(”Initializing Rok client for namespace ’%s’”

% MLMD_NAMESPACE)

rok = RokClient(rok_url, token=rok_token,

account=MLMD_NAMESPACE)

p.inc()

# Snapshot the MLMD MySQL DB PVC

p.info(”Publishing Rok bucket ’%s’ for namespace ’%s’”

% (rok_bucket, MLMD_NAMESPACE))

self.publish_bucket(rok_bucket, rok, registry,

registry_token_duration,

registry_bucket_prefix, log)

p.inc()

p.info(”Snapshotting MLMD MySQL DB PVC in namespace ’%s’”

% MLMD_NAMESPACE)

self.snapshot_pvc(rok, MLMD_PVC, rok_bucket)

msg = (”MLMD Backup completed successfully!”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()

except Exception as e:

msg = (”MLMD Backup failed!\n\n”

”Failed to backup the MLMD MySQL DB PVC: %s” % e)

log.exception(msg)

with fr.Message(msg, title=TITLE, lvl=frontend.ERROR) as m:

m.show()

raise
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The execution “kernel” provided above is wrapped in a try/except block, meant to

catch, properly log and propagate any errors. The try block contains themain execution

logic, which consists of three steps:

1. Initialize a Rok client (i.e. rok)

This is crucial for all operations to follow. The Rok client is used to access the

Rok cluster specified by the provided rok_url as the account user, given than

the rok_token warrants access to the corresponding resources.

2. Create a local bucket and publish it

This is handled by the publish_bucketmethod shown earlier, which creates the

specified rok_bucket if it does not already exist in that namespace (rok.account)

and publishes it to the Rok Registry, for which the corresponding client was ini-

tialized, at a Registry bucket whose name starts with the prefix provided by the

user (i.e. registry_bucket_prefix).

3. Take a snapshot of the specified PVC

This is handled by the snapshot_pvc method shown earlier, which will take a

snapshot of the provided PVC and register it as a Rok object stored in the speci-

fied rok_bucket. It is important to note that this is the bucket created and pub-

lished in the previous step. As soon as a peer subscribes to that Registry reference,

syncing will start.

The above procedure is very similar for the other backup tasks that belong to the scope

of this project. The differences are slight, with the KFP task having to take the snapshots

of two PVCs instead of one, and the Rok buckets task only having to publish the buckets,

without taking any new snapshots.

Restore Tasks

Having gone through the backup task rationale above, we more or less know what to

expect from the restore task that will be presented in this section. More specifically, we

will be dealing with the MLMD restoration task, meant to run on the target cluster after

a backup has completed. Oncemore, this is implemented as a single class, MLMDRestore

that inherits from the BaseMigration task.
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TITLE = ”Restore MLMD”

MLMD_NAMESPACE = ”kubeflow”

MLMD_PVC = ”metadata‐mysql”

MLMD_DEPLOYMENT = ”metadata‐db”

class MLMDRestoration(base.BaseMigration):

”””Restore MLMD in a Kubernetes cluster.”””

resource_name = ”MLMD”

resource_plural = ”MLMD”

def ask_questions(self):

”””Ask all questions used by the script.”””

# There are no module‐specific questions currently

pass

def run(self):

”””Restore MLMD in a Kubernetes cluster.”””

msg = (”Welcome to Arrikto’s migration tool for MLMD.\n\n”

”This interactive utility will help you restore all entities”

” stored in MLMD.”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()

self.ask_questions()

rok_url = self.qctx_get(RokURLQuestion)

rok_token = self.qctx_get(RokTokenQuestion)

rok_bucket = self.format_rok_bucket_name(

self.qctx_get(RokBucketPrefixQuestion), ”mlmd”)

registry_url = self.qctx_get(RokRegistryURLQuestion)

registry_token = self.qctx_get(RokRegistryTokenQuestion)

registry_bucket_prefix = self.format_registry_bucket_prefix(

self.qctx_get(RokRegistryBucketPrefixQuestion), ”mlmd”)

registry_token_duration = self.qctx_get(

AuthorizationExpiresAfterQuestion)

registry = RokRegistryClient(registry_url, token=registry_token)

registry_bucket = self.format_bucket_name(registry_bucket_prefix,

MLMD_NAMESPACE)
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try:

msg = u”Restoring MLMD MySQL DB PVC”

with fr.Progress(maxval=5, title=TITLE, msg=msg) as p:

# Initialize a Rok client for the MLMD MySQL DB PVC namespace

p.info(”Initializing Rok client for namespace ’%s’”

% MLMD_NAMESPACE)

rok = RokClient(rok_url, token=rok_token,

account=MLMD_NAMESPACE)

p.inc()

# Subscribe to Registry bucket

p.info(”Subscribing Rok bucket ’%s’ for namespace ’%s’ to”

” Registry bucket ’%s’”

% (rok_bucket, MLMD_NAMESPACE, registry_bucket))

self.subscribe_bucket(rok_bucket, rok, registry,

registry_token_duration,

registry_bucket_prefix, log)

p.inc()

# Wait for syncing

p.info(”Downloading MLMD MySQL DB PVC snapshot”)

wait_duration = self.qctx_get(WaitNoEmptyBucketQuestion)

namespaces = [MLMD_NAMESPACE]

rok_clients = {MLMD_NAMESPACE: rok}

self.download_snapshots(namespaces, rok_clients, rok_bucket,

wait_duration)

p.inc()

# Check that the PVC snapshot exists before proceeding with the

# deletion of the old PVC

self.assert_snapshot_exists(rok, rok_bucket, MLMD_PVC)

with self.scale_deployment(MLMD_DEPLOYMENT, MLMD_NAMESPACE, p):

# Delete MLMD MySQL DB PVC

p.info(”Deleting old MLMD MySQL DB PVC”)

self.delete_pvc(MLMD_PVC, MLMD_NAMESPACE)

p.inc()

# Restore MLMD MySQL DB PVC from snapshot

p.info(”Restoring MLMD MySQL DB PVC from snapshot”)

rok.present_pvc(rok_bucket, MLMD_PVC, MLMD_NAMESPACE,

generate_name=False)
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msg = (”MLMD Restoration completed successfully!”)

with fr.Message(msg, title=TITLE, lvl=frontend.INFO) as m:

m.show()

except Exception as e:

msg = (”MLMD Restoration failed!\n\n”

”Failed to restore the MLMD MySQL DB PVC: %s” % e)

log.exception(msg)

with fr.Message(msg, title=TITLE, lvl=frontend.ERROR) as m:

m.show()

raise

The above task looks very much the same as its backup equivalent, sharing a core struc-

ture and executing the inverse procedure. Once more, there are no task-specific ques-

tions, so the necessary configurations are retrieved from some provided question con-

text. The execution “kernel” consists of five steps:

1. Initialize a Rok client (i.e. rok)

2. Create a local bucket and have it subscribe to the provided Registry reference

This is handled by the subscribe_bucket method shown earlier, which creates

the specified Rok bucket if it does not already exist in that namespace and has it

subscribe to the Rok Registry.

3. Wait until syncing is complete

This is handled by the download_snapshots method shown earlier, which will

wait until all object versions in the specified buckets are downloaded. In our case,

this should only be a single object, corresponding to theMLMDMySQLDB PVC

snapshot. Syncing has already started, as long as the bucket was subscribed to a

Registry reference for which a publisher exists.

4. Delete existing MLMD MySQL DB PVC

This is handled by the delete_pvcmethod shown earlier, which blocks until the

object is actually deleted.

5. Create new PVC and hydrate it from the migrated snapshot

This is handled by a Rok client helper that provisions a new PVC in the pro-

vided namespace with the specified (or optionally a generated name) and sets its
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rok/origin annotation to the URL of the downloaded PVC snapshot, so that the

volume is hydrated with the snapshot contents.

The last two steps are wrapped with the scale_deployment context manager that takes

care of scaling the corresponding deployment down to 0 replicas before the old PVC

is deleted and scaling it back up, as soon as the new one has been provisioned. The

above procedure is very similar for the other restore tasks that belong to the scope of

this project, as well.

4.1.4 Migration CLIs

Having seen what a migration task looks like, it is worth looking into how these are in-

tegrated in the two CLI tools mentioned, rok‐backup and rok‐restore. Once again,

we started from a base MigrationCLI class that inherits from RokCLI and covers most

of the common functionality. More specifically, it defines the questions common to all

tasks (both backup and restore), provides helpers to ask these and aggregate the ques-

tion contexts of itself and any migration tasks, and additionally the base mechanism to

import, orchestrate and run migration tasks, as well as display a summary of the script’s

results. We are mostly interested in the core logic responsible for running tasks, as im-

plemented in its run_tasks method.

def run_tasks(self, modules):

”””Run the migration procedure for the provided resources.”””

successful, skipped, failed = [], [], []

for m in modules:

task_cls = self.get_migration_task_from_module(m)

task = task_cls(self.qctx, self.args)

cap_task = task.resource_name[0].upper() + task.resource_name[1:]

try:

task.run()

successful.append(task)

except frontend.UserCanceledInputError:

log.warn(”%s task canceled.”, cap_task)

skipped.append(task.resource_plural)

except Exception as e:

log.exception(”%s task completed with errors: %s”, cap_task, e)

failed.append(task)
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The above method receives a list of modules, retrieves the relevant migration tasks and

runs them. In order to get the migration task from the corresponding module, some

heuristics are employed:

1. Grab all the Python objects in the module

2. Filter the ones that are:

(a) Python classes

(b) Subclasses of ’BaseMigration’

(c) Defined in this module, i.e., not imported

3. Ensure that only one class remains after filtering

4. Return this single class

Subsequently, the retrieved task’s class is instantiated, with the CLI question context

and arguments passed as parameters. Finally, the corresponding run method is called,

which will take care of running the task. Any exceptions are caught on the CLI level,

and tasks aremarked as successful (if completed without errors), skipped (if the run was

interrupted), or failed.

In order to tackle the varying requirements, we built two CLIs inheriting from the base

MigrationCLI; ClusterBackupCLI and ClusterRestoreCLI. Each of these, define their

own list of questions, which they ask at the beginning of their execution. For example,

ClusterBackupCLI only introduces one question:

BACKUP_QUESTIONS = [MigrationResourcesQuestion]

The above question is meant to determine which migration tasks will be executed. On

the other hand, as mentioned earlier, the base MigrationCLI class defines a lot of com-

mon questions, most of which we saw in the MLMD task examples:

questions = [RokBucketPrefixQuestion, RokTokenQuestion, RokURLQuestion,

RokRegistryBucketPrefixQuestion, RokRegistryTokenQuestion,

RokRegistryURLQuestion, AuthorizationExpiresAfterQuestion]
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After the child CLI is done with its own questions, it invokes its parent’s ask_questions

method to add the answers for the common questions to its context as well, before in-

voking the base class’ run_tasks with a list of modules. As shown above, run_tasks is

responsible for instantiating migration tasks, passing the aggregated question context,

and running them. Before wrapping this section up, it is worth providing an example

of at least one such question:

class RokURLQuestion(question.LineInputQuestion):

”””Question to provide the Rok URL.”””

name = ”question/rok_url”

title = TITLE + ”: Rok URL”

msg = ”What is the URL of the Rok cluster?”

envvars = ”ROK_URL”

argument_opts = {

”name”: [”‐‐rok‐url”],

”metavar”: ”ROK_URL”,

”help”: ”Create snapshots in Rok at URL %(metavar)s”,

}

Theabove question aims to retrieve theURLof theRok cluster. It surfaces as a command-

line argument through the CLI (i.e. –rok‐url), as an environment variable (i.e. ROK_‐

URL), or as a prompt with the specified title and message in the interactive CLI frontend.
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Conclusion

At last, we have reached the end of our journey, and it does look like we covered a lot

of ground. In this final chapter, we will present a brief summary of our work, assessing

some core aspects of our design, before moving on to mention possible extensions.

5.1 Concluding Remarks

When we first embarked on this journey, over a year ago, we had little to no idea about

the challenges that lay ahead. In truth, we weren’t really sure what the destination would

even be. As it turned out, nobody in the MLOps industry actually did. Given that, both

the tools we are building and the processes we are developing, are relatively new, there

is no predefined course of action; we need to discover the best practices, along with the

mechanism.

All in all, we did not build a full-blown Split Pipelines solution. We did not implement

an end-to-end design ready to run in automated fashion in production environments

and singlehandedly solve every modern ML engineering problem. We did, however,

construct a solid foundation that we can now confidently build on. We identified the

ML development workflow for what it is, an inherently multi-step process and went

on to explore the different needs of each step. Then, we dived deep into the steps of a

machine learning pipeline to expose their dependencies and meticulously investigated

the underlying systems. Finally, with the acquired knowledge as a tool, and building on

the existing systems, we were able to design a generic mechanism to support running

ML pipelines split across clusters, implementing some of its core components.

257
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5.2 Future Work

Through the course of this thesis, we laid the groundwork and provided a solid proof of

concept for orchestrating the geo-distributed execution of machine learning pipelines

across Kubernetes clusters. That was only the first step, however. It will take a lot more

work for this project to evolve and grow into the full-fledged Split Pipelines solution we

had originally dreamt of. Having said that, we already have a clear list of next steps,

which we will strive to implement in the following months:

• Implement early stopping mechanism for KFP + Argo

As pointed out in the relevant design section (3.5), we currently simulate early

stopping through KFP’s conditional execution feature. However, this is far from

ideal. We would like the stopping point to be configurable, without the user hav-

ing to alter their pipeline code, and without changing the Workflow spec, so that

it can be provided (e.g. through the UI) when submitting a pipeline run, rather

than determined at compilation. A feature like this will most probably require

changes in both upstream KFP and Argo Workflows, necessitating coordination

with the respective teams.

• Perform fine-grained [meta]data syncing

As described in the relevant design section (3.4), we have thus far implemented

a generic, yet rather coarse-grained syncing mechanism that relies on snapshot-

ting entire database PVCs, and inevitably implies data loss on the target location.

This is of course suboptimal; ideally we would like to only migrate the exact re-

sources required for the mechanism to work. To this end, we will have to over-

come the merging conflicts described before, introducing fundamental changes

to the MLMD system (e.g. GUIDs instead of integer IDs, see 3.4.1).

• Automate the process

The proof of concept described as part of this thesis, entails a lot of manual steps.

However, as soon as the above points are tackled, we already have the tools (and

mechanism) to allow for completely automating the process end-to-end.

• Push our work upstream
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