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Περίληψη

Η Μηχανική Μάθηση και ειδικότερα η χρήση των τεχνητών νευρωνικών δικτύων αποτε-
λεί ένα ϱαγδαία αναπτυσσόµενο κλάδο της σύγχρονης επιστήµης, µε ποικίλες εφαρµογές
σε πολυάριθµους επιστηµονικούς τοµείς, έχοντας ως κατευθυντήριο άξονα την ϐελτίωση της
ποιότητας Ϲωής των ανθρώπων. Στο επίκεντρο της καλύτερης διαβίωσης του ανθρώπου τοπο-
ϑετείται η επιστήµη της Ιατρικής, µε το πεδίο των νευρωνικών δικτύων να έχει συνεισφέρει
στη διάγνωση και την αντιµετώπιση ποικίλων ασθενειών.

Ιδιαίτερα η νόσος Alzheimer, την οποία πραγµατεύεται η παρούσα εργασία, συναντάται
όλο και περισσότερο στη σύγχρονη κοινωνία, χρήζοντας έτσι απαραίτητη την αποτελεσµα-
τική αντιµετώπισή της. Η διάγνωσή της αποτελεί µία από τις µεγαλύτερες προκλήσεις της
ιατρικής κοινότητας, καθώς µέχρι σήµερα δεν υφίσταται κάποια συγκεκριµένη µέθοδος για
την επιτέλεση του σκοπού αυτού. Τα διάφορα µοντέλα και αλγόριθµοι που έχουν αναπτυχθεί
στο πλαίσιο των τεχνητών νευρωνικών δικτύων στοχεύουν σε µία ελπιδοφόρα λύση προς την
κατεύθυνση αυτή.

Στην προκείµενη διπλωµατική εργασία, στόχος είναι η αξιοποίηση των τεχνικών ϐαθι-
άς µάθησης στην κατηγοριοποίηση εικόνων για την έγκυρη διάγνωση της νόσου Alzheimer
µέσω µαγνητικών τοµογραφιών του εγκεφάλου. Συγκεκριµένα το µοντέλο που αναπτύχθηκε
περιλαµβάνει την απόκτηση και την κατάλληλη προεπεξεργασία του συνόλου δεδοµένων και
την εκπαίδευσή του µέσω συνελικτικών και ανατροφοδοτούµενων δικτύων. Τα αποτελέσµα-
τα που παράχθηκαν και αξιολογήθηκαν µε ϐάση κάποιες µετρικές ακρίβειας, δηµιουργούν
προσδοκίες για την εύρεση παρόµοιων εφαρµογών ιατρικής διάγνωσης και για άλλες νευρο-
λογικές ασθένειες του εγκεφάλου.

Λέξεις Κλειδιά

Βαθιά Μάθηση, Συνελικτικά Νευρωνικά ∆ίκτυα, Ανατροφοδοτούµενα Νευρωνικά ∆ίκτυα,
Νόσος Αλτσχάιµερ (Alzheimer), Μαγνητική Τοµογραφία, Κατηγοριοποίηση Εικόνων
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Abstract

Machine Learning and in particular the use of artificial neural networks is a rapidly
developing sector of modern science, with diverse applications in numerous scientific
fields, focusing on improving the quality of life of humans. At the centre of better human
living is the science of medicine and the field of neural networks has contributed to the
diagnosis and treatment of a variety of diseases.

In particular, Alzheimer disease, which is the subject of this thesis, is increasingly
encountered in modern society, thus necessitating its effective treatment. Its diagnosis
is one of the greatest challenges for the medical community, as to this moment there is
no specific method for accomplishing this purpose. The various models and algorithms
developed in the context of artificial neural networks aim at a promising solution in this
direction.

In the present thesis, the aim is to utilize deep learning techniques in image classi-
fication for a valid diagnosis of Alzheimer disease through brain MRIs. Specifically, the
developed model involves the acquisition and appropriate preprocessing of the dataset
and its training through convolutional and recurrent networks. The results generated
and evaluated based on some accuracy metrics, raise expectations for finding similar
medical diagnosis applications for other neurological brain diseases.

Keywords

Deep Learning, Convolutional Neural Networks, Recurrent Neural Networks, Alzhei-
mer’s Disease, MRI, Image Classification
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Κεφάλαιο 1

Εισαγωγή

1.1 Η νόσος Alzheimer

Η νόσος Alzheimer (Alzheimer’s disease) αποτελεί µία προοδευτική, νευρολογική δια-
ταραχή του εγκεφάλου και είναι η κύρια αιτία πρόκλησης της άνοιας [14]. Πρόκειται για
µία νόσο η οποία πιστεύεται πως µπορεί να ξεκινάει 20 ή και περισσότερα χρόνια πριν την
εµφάνιση των συµπτωµάτων, πραγµατοποιώντας µικρές αλλαγές στον εγκέφαλο του ατόµου,
οι οποίες είναι αρχικά µη παρατηρήσιµες. ΄Επειτα από εκτεταµένες εγκεφαλικές µεταβολές
µε την πάροδο των χρόνων, το άτοµο αρχίζει να εµφανίζει αισθητά συµπτώµατα τα οποία
έγκειται κυρίως στην αλλοίωση των γνωστικών του λειτουργιών όπως είναι η απώλεια µνήµης
και γλωσσικών δεξιοτήτων και η αδυναµία εκτέλεσης καθηµερινών εργασιών.

Καθώς η ασθένεια εξελίσσεται, οι νευρώνες σε άλλα σηµεία του εγκεφάλου εκφυλίζονται
ή και καταστρέφονται. Αυτό έχει ως αποτέλεσµα, δραστηριότητες οι οποίες αποτελούσαν
αναπόσπαστο κοµµάτι της Ϲωής του ατόµου να καθίστανται πλέον αδύνατες ως προς την
εκτέλεσή τους. Τελικά, επηρεάζονται νευρώνες σε σηµεία του εγκεφάλου τα οποία είναι
υπεύθυνα για ϐασικές σωµατικές λειτουργίες όπως το περπάτηµα ή η κατανάλωση τροφής.
Οι ασθενείς στα τελευταία στάδια της νόσου Alzheimer χρήζουν συνεχής παρακολούθησης
από τρίτους, µε συνήθη κατάληξη το ϑάνατο.

1.2 ∆ιάγνωση της νόσου Alzheimer

Η έγκαιρη και έγκυρη διάγνωση της νόσου Alzheimer αποτελεί µία από τις µεγαλύτερες
προκλήσεις της ιατρικής κοινότητας και τη δεδοµένη στιγµή δεν υφίσταται κάποιο µεµο-
νωµένο και εξειδικευµένο τεστ για το σκοπό αυτό. Μία ορθή διάγνωση ϑα µπορούσε να
συµβάλλει στην πρόληψη ή και τον περιορισµό της ασθένειας του Alzheimer, σώζοντας τη
Ϲωή εκατοµµυρίων ανθρώπων. Η διαδικασία της διάγνωσης συγκροτείται από ένα σύνο-
λο ποικίλων προσεγγίσεων και εργαλείων, οι οποίες τελούνται µε τη συνεργασία διαφόρων
ιατρικών ειδικοτήτων όπως νευρολόγοι, ψυχίατροι και ακτινολόγοι και περιλαµβάνει τα εξής :

• Λήψη ιατρικού και οικογενειακού ιστορικού από το άτοµο, συµπεριλαµβανοµένου του
ψυχιατρικού ιστορικού και του ιστορικού γνωστικών και συµπεριφορικών αλλαγών.

• Παροχή πληροφοριών από το οικογενειακό περιβάλλον για τις µεταβολές του ατόµου
που αφορούν στις γνωστικές και συµπεριφορικές του δεξιότητες.
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• ∆ιενέργεια γνωστικών τεστ και σωµατικών και νευρολογικών εξετάσεων.

• Υποβολή του ατόµου σε εξετάσεις αίµατος και απεικόνισης εγκεφάλου για να απο-
κλειστούν άλλες πιθανές αιτίες συµπτωµάτων άνοιας, όπως ένας όγκος ή ορισµένες
ανεπάρκειες ϐιταµινών.

1.2.1 Απεικόνιση Μαγνητικής Τοµογραφίας (Magnetic Resonance Imaging)

΄Οσον αφορά στην απεικόνιση του εγκεφάλου ως µέθοδο διάγνωσης, αυτή συναντάται µε
ποικίλες µεθόδους όπως είναι οι ακτινογραφίες (X-rays), οι positron-emission tomography
(PET) scans, οι computed tomography (CT) scans και οι magnetic resonance imaging (MRI)
scans. Στην παρούσα εργασία έχει επιλεχθεί η κατηγοριοποίηση εικόνων που προήλθαν από
MRIs εγκεφάλου.

Οι MRIs χρησιµοποιούνται για την απόκτηση λεπτοµερών εικόνων του εγκεφάλου. Αυτό
είναι σηµαντικό για την έρευνα σχετικά µε την άνοια, καθώς µπορεί να αποκαλύψει εάν
τµήµατα του εγκεφάλου µεταβάλλονται και να δείξει στους ερευνητές πώς η ασθένεια επη-
ϱεάζει τον εγκέφαλο [15]. ΄Ενα µαγνητικό πεδίο, ϱαδιοσυχνότητες και ένας υπολογιστής
µπορούν να δηµιουργήσουν εικόνες των περισσότερων εσωτερικών τµηµάτων του σώµατος.
Οι MRIs του εγκεφάλου συµπληρώνουν το έργο των ιατρών και τους ϐοηθούν να εντοπίσουν
τυχόν ανωµαλίες του εγκεφάλου και να προβλέψουν ακόµη αν ελλοχεύει ο κίνδυνος α-
νάπτυξης της νόσου Alzheimer [16]. Οι MRIs µπορούν να γνωστοποιήσουν αν οι άνθρωποι
αναπτύσσουν διαφορετικούς τύπους άνοιας και να υποδείξουν πώς ανταποκρίνονται στις
ϑεραπείες.

Η διάγνωση της νόσου Alzheimer µέσω MRIs αποτελεί µία µέθοδο που έχει εφαρµοστε-
ί από επιστήµονες τόσο του κλάδου της ιατρικής [17], [18] όσο κι εκείνου της µηχανικής
µάθησης [19], [20], για αυτό και επιλέχθηκε ως µέθοδος απεικόνισης στην παρούσα εργα-
σία. Συγκεκριµένα, επειδή η νόσος επηρεάζει τα σηµεία εκείνα του εγκεφάλου στα οποία
ϐρίσκονται ο ενδορινικός ϕλοιός και ο ιππόκαµπος, η πιο αντιπροσωπευτική τους απεικόνιση
γίνεται στις στεφανιαίες τοµές του εγκεφάλου οι οποίες και εξήχθησαν εδώ.

Εικόνα 1.1: Στεφανιαία τοµή MRI εγκεφάλου ενός υγιούς ατόµου (αριστερά) και ενός ατόµου
µε νόσο Alzheimer (δεξιά) [1]

Ωστόσο, πολλές ϕορές ακόµη και µετά από τη διεξαγωγή των εξετάσεων που αναφέρονται
δεν παρέχονται επαρκή αποτελέσµατα ώστε να ταυτοποιηθεί η νόσος Alzheimer ως αιτία της
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άνοιας. Η πιο ακριβής µέθοδος µέχρι και σήµερα είναι εκείνη της αυτοψίας [21], η οποία
ενέχει τον κίνδυνο του ανθρώπινου λάθους.

1.3 Σκοπός και δοµή της εργασίας

΄Οπως γίνεται ευκόλως αντιληπτό από τα ανωτέρω, κρίνεται απαραίτητη η ϑεµελίωση
µίας άρτιας και έγκυρης µεθόδου διάγνωσης για τη νόσο Alzheimer, εγχείρηµα το οποίο
καλείται να εκπονήσει η παρούσα εργασία µέσω της διάγνωσης της νόσου από µαγνητικές
τοµογραφίες εγκεφάλου µε τη χρήση τεχνικών ϐαθιάς µάθησης. Η διάρθρωση της εργασίας
γίνεται ως εξής :

Στο κεφάλαιο 2, αναπτύσσεται το ϑεωρητικό υπόβαθρο που απαιτείται για την κατανόηση
των διάφορων µεθόδων και εννοιών που πραγµατεύεται η εργασία.

Στο κεφάλαιο 3, περιγράφεται η αρχιτεκτονική του µοντέλου που χρησιµοποιείται.
Στο κεφάλαιο 4, παρουσιάζεται η πειραµατική διαδικασία καθώς και τα αποτελέσµατα

που εξήχθησαν.
Στο τελευταίο κεφάλαιο 5, αναφέρονται τα συµπεράσµατα που προέκυψαν καθώς και οι

πιθανές µελλοντικές επεκτάσεις της παρούσας έρευνας.
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Θεωρητικό Μέρος
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

2.1 Νευρωνικά ∆ίκτυα

Τα Νευρωνικά ∆ίκτυα υπόκεινται στο πεδίο της Μηχανικής Μάθησης και της Τεχνητής
Νοηµοσύνης και αποτελούν µία αλγοριθµική προσέγγιση επίλυσης υπολογιστικών προβλη-
µάτων, µιµούµενα τη λειτουργία των ϐιολογικών νευρωνικών δικτύων. Η διαδικασία αυτή
πραγµατοποιείται µέσω της εκπαίδευσης του δικτύου σε ένα σύνολο παραδειγµάτων τα οποία
αφορούν στο εκάστοτε πρόβληµα προς επίλυση.

2.1.1 Βιολογικά Νευρωνικά ∆ίκτυα

Ο ανθρώπινος εγκέφαλος είναι µία από τις πιο περίπλοκες και ταυτοχρόνως ϑαυµαστές
δοµές στη ϕύση, µε την κατανόηση της λειτουργίας του να αποτελεί αίνιγµα για την επιστη-
µονική κοινότητα.

Βασική δοµική µονάδα των νευρωνικών δικτύων του εγκεφάλου αποτελούν οι νευρώνες,
οι οποίοι παρά τις επιµέρους µορφολογικές διαφορές που παρουσιάζουν ανάλογα µε την
λειτουργία τους, διαθέτουν κάποια κοινά δοµικά χαρακτηριστικά που είναι τα εξής : το
κυτταρικό σώµα, οι συνάψεις, οι δενδρίτες και ο άξονας. Οι 1011 νευρώνες που απαρτίζουν
τον εγκέφαλο, σχηµατίζουν ένα δίκτυο επικοινωνίας µέσω των συνάψεων, µε τους δενδρίτες
να λειτουργούν ως είσοδο και τον άξονα ως έξοδο της σύνδεσης αυτής. Ο κάθε νευρώνας
µπορεί να επικοινωνεί µε χιλιάδες άλλους νευρώνες µε αποτέλεσµα το πλήθος των συνάψεων
να υπερβαίνει συνολικά τις 1014.

Ενώ κάθε νευρώνας µεµονωµένα διαθέτει ένα σχετικά αργό σύστηµα επεξεργασίας των
πληροφοριών που λαµβάνει (χρονική κλίµακα της τάξης του 1 ms), ο εκτεταµένος παραλ-
ληλισµός επεξεργασίας πληροφοριών σε πολλαπλές συνάψεις ταυτόχρονα, οδηγεί σε µία
επεξεργαστική ισχύ η οποία είναι ανώτερη ακόµη και από εκείνη των σύγχρονων υπερυπο-
λογιστών.

΄Οταν ένας νευρώνας πυροδοτείται, στέλνει έναν ηλεκτρικό παλµό ο οποίος µεταδίδεται
στις συνάψεις και προκαλεί την απελευθέρωση χηµικών νευρο-διαβιβαστών στους επόµενους
νευρώνες. Το είδος της εκάστοτε σύναψης µπορεί είτε να αυξήσει είτε να µειώσει την πι-
ϑανότητα πυροδότησης ενός µεταγενέστερου νευρώνα. Αυτό συµβαίνει καθώς κάθε σύναψη
είναι συσχετισµένη µε ένα «ϐάρος», ϐάσει του οποίου αποφασίζεται το µέγεθος της επίδρασης
του ηλεκτρικού παλµού που αποστέλλεται σε επόµενους νευρώνες. Στη συνέχεια υπολογίζε-
ται ένα άθροισµα των ϐαρών που έχει λάβει ο εκάστοτε νευρώνας και αν αυτό υπερβαίνει ένα
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συγκεκριµένο κατώφλι, εκείνος πυροδοτείται.
Τόσο τα ϐιολογικά όσο και τα τεχνητά νευρωνικά δίκτυα έχουν την ικανότητα να διαφο-

ϱοποιούν τις αποκρίσεις τους συναρτήσει των εξωτερικών ερεθισµάτων που λαµβάνουν. Η
ικανότητα αυτή αναφέρεται γενικά ως εκµάθηση και συµβαίνει κυρίως µέσω των αλλαγών
στα ϐάρη των συνάψεων [2].

Εικόνα 2.1: Βιολογικός νευρώνας (αριστερά) και τεχνητός νευρώνας (δεξιά) [2]

2.1.2 Τεχνητά Νευρωνικά ∆ίκτυα

΄Οπως και στα ϐιολογικά, έτσι και στα τεχνητά νευρωνικά δίκτυα ϐασική δοµική µονάδα
είναι ο τεχνητός νευρώνας, ο οποίος παρουσιάζει σηµαντικές οµοιότητες µε τον ϐιολογικό ως
προς την δοµή και τη λειτουργία του.

Στον τεχνητό νευρώνα η πληροφορία διαβιβάζεται µέσω ενός πλήθους εισόδων οι οποίες
πολλαπλασιάζονται µε τα αντίστοιχα ϐάρη τους [3]. Στη συνέχεια, οι σταθµισµένες αυτές
είσοδοι αθροίζονται µέσω του κεντρικού σώµατος του νευρώνα και το άθροισµα αυτό µετα-
ϕέρεται στις εξόδους του. Η επεξεργασµένη πληροφορία δίνεται ως είσοδος σε µία συνάρτηση
ενεργοποίησης, ενώ σε πολλές περιπτώσεις στο αποτέλεσµα προστίθεται και ένα µέγεθος που
ονοµάζεται πόλωση (bias). Η παραπάνω διαδικασία περιγράφεται στην παρακάτω µαθηµα-
τική σχέση:

y(k) = F (
m∑

i=0
wi(k)xi(k) + b) (2.1)

όπου έχουµε:

• xi(k): η τιµή της εισόδου i σε µια διακριτή χρονική στιγµή k όπου το i κυµαίνεται
µεταξύ του 0 και του m

• wi(k): η τιµή του ϐάρους σε µια διακριτή χρονική στιγµή k όπου το i κυµαίνεται
µεταξύ του 0 και του m

• b: η τιµή της πόλωσης (bias)

• F: η συνάρτηση ενεργοποίησης

• yi(k): η τιµή της εξόδου σε µία διακριτή χρονική στιγµή k

Ο συνδυασµός δύο ή περισσότερων τεχνητών νευρώνων δηµιουργεί ένα τεχνητό νευρωνικό
δίκτυο.Τα τεχνητά νευρωνικά δίκτυα έχουν την ικανότητα να επιλύουν σύνθετα προβλήµατα
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του πραγµατικού κόσµου, γεγονός που επιτυγχάνεται µέσω της επεξεργασίας της πληρο-
ϕορίας από τα δοµικά τους στοιχεία (τεχνητοί νευρώνες), µε µη γραµµικό, κατανεµηµένο,
παράλληλο και τοπικό τρόπο.

Εικόνα 2.2: Απλή αρχιτεκτονική ενός τεχνητού νευρωνικού δικτύου [3]

Ο τρόπος µε τον οποίο διασυνδέονται µεταξύ τους οι τεχνητοί νευρώνες ονοµάζεται τοπο-
λογία, αρχιτεκτονική ή γράφος του τεχνητού νευρωνικού δικτύου.

Η διασύνδεση αυτή επιτυγχάνεται µε πολυάριθµους τρόπους, οι οποίοι διαχωρίζονται σε
δύο ϐασικές κατηγορίες : τα δίκτυα πρόσθιας τροφοδότησης (feed-forward networks) και τα
ανατροφοδοτούµενα δίκτυα (recurrent networks). Στην τοπολογία πρόσθιας τροφοδότησης,
η ϱοή της πληροφορίας πραγµατοποιείται από το input στο output layer µόνο µέσω µίας
κατεύθυνσης, ενώ στην τοπολογία ενός ανατροφοδοτούµενου δικτύου η πληροφορία µετα-
δίδεται στα στρώµατα µε περισσότερες από µία κατευθύνσεις, αφού η έξοδος ενός στρώµατος
µπορεί να χρησιµοποιηθεί ως είσοδος σε στρώµα ενός ίδιου ή και προηγούµενου επιπέδου.

Οι παραπάνω κατηγορίες τοπολογίας απεικονίζονται στο σχήµα 2.3 .

Εικόνα 2.3: Αρχιτεκτονική δικτύου πρόσθιας τροφοδότησης (FNN) (αριστερά) και ανατροφο-
δοτούµενου δικτύου (RNN) (δεξιά) [3]
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2.1.3 Συναρτήσεις ενεργοποίησης

΄Οπως ϕαίνεται από την εξίσωση 2.1, η συνάρτηση ενεργοποίησης αποτελεί τον άγνωστο
παράγοντα του µοντέλου του τεχνητού νευρωνικού δικτύου και είναι εκείνη που καθορίζει
τις ιδιότητές του [3]. Τα τεχνητά νευρωνικά δίκτυα χωρίς την χρήση κάποιας συνάρτησης
ενεργοποίησης λειτουργούν σαν µοντέλα γραµµικής παλινδρόµησης, γεγονός που τα καθιστά
περιορισµένα ως προς την απόδοση και την ισχύ τους [22].

Οι ϐασικές συναρτήσεις ενεργοποίησης που χρησιµοποιούνται ευρέως είναι οι εξής :

1. Γραµµική συνάρτηση (Linear function)

Η γραµµική συνάρτηση ενεργοποίησης είναι ανάλογη µε την τιµή της εισόδου και
ορίζεται ως :

F (x) = ax (2.2)

όπου η τιµή της µεταβλητής a µπορεί να είναι οποιαδήποτε σταθερά, η οποία επιλέγεται
από το χρήστη.

Την παράγωγο της γραµµικής συνάρτησης ενεργοποίησης και κατά συνέπεια και την
κλίση της, αποτελεί η σταθερά a. Η σταθερά αυτή είναι ανεξάρτητη της τιµής x της
εισόδου, γεγονός που υποδηλώνει ότι τα ϐάρη και η πόλωση κατά την εφαρµογή του
αλγόριθµου οπίσθιας διάδοσης ϑα ενηµερώνονται, παρόλο που ο παράγοντας ενη-
µέρωσης ϑα παραµένει αµετάβλητος. Παράλληλα, η σταθερή κλίση της συνάρτησης
λειτουργεί ως τροχοπέδη στην ϐελτίωση της απόδοσης του δικτύου σε κάθε επανάλη-
ψη, συνεπώς και στην εκπαίδευσή του. Τέλος, το δίκτυο δεν έχει την δυνατότητα να
αναγνωρίσει πιο περίπλοκα µοτίβα στα δεδοµένα που δίνονται ως είσοδος.

Ωστόσο, η γραµµική συνάρτηση ενεργοποίησης αποτελεί την ιδανική επιλογή σε περι-
πτώσεις που απαιτείται ερµηνευσιµότητα αλλά και σε απλές εργασίες.

2. Σιγµοειδής συνάρτηση (Sigmoid function)

Η σιγµοειδής συνάρτηση είναι µία µη γραµµική, συνεχής και παραγωγίσιµη συνάρ-
τηση µε σύνολο τιµών το διάστηµα [0,1]. Περιγράφεται από την εξίσωση:

F (x) =
1

1 + e−x
(2.3)

Το γεγονός πως το σύνολο τιµών της συνάρτησης είναι το διάστηµα [0,1], έχει ως α-
ποτέλεσµα την συσσώρευση ενός µεγάλου χώρου εισόδων σε έναν πιο περιορισµένο
χώρο [23]. Με αυτόν τον τρόπο, µία αισθητή µεταβολή στις τιµές της εισόδου µπορεί
να σηµειώσει µικρή µεταβολή στις τιµές της εξόδου καθώς τα ϐάρη και η πόλωση του
µοντέλου δεν ϑα ενηµερώνονται σωστά κατά την εκπαίδευση. Το πρόβληµα αυτό ο-
νοµάζεται πρόβληµα της εξαφάνισης κλίσεων (ανισηινγ γραδιεντ προβλεµ) και γίνεται
εντονότερο όσο αυξάνονται τα στρώµατα του δικτύου. Εποµένως, η χρήση της σιγµοει-
δούς συνάρτησης δεν συνιστάται για ϐαθιά νευρωνικά δίκτυα.

3. Συνάρτηση υπερβολικής εφαπτοµένης (Hyperbolic Tangent function)
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2.1.3 Συναρτήσεις ενεργοποίησης

Η συνάρτηση της υπερβολικής εφαπτοµένης αποτελεί µία παραλλαγή της σιγµοειδούς
συνάρτηση, µε σύνολο τιµών το διάστηµα [-1, 1] και ορίζεται ως εξής :

F (x) = tanh(x) = 2 sigmoid(2x) − 1 (2.4)

όπου η συνάρτηση sigmoid δίνεται από την σχέση 2.3.

΄Οπως και η σιγµοειδής, έτσι και η συνάρτηση υπερβολικής εφαπτοµένης, συσσωρεύει
τις εισόδους σε ένα περιορισµένο διάστηµα και συγκεκριµένα στο [-1,1]. Σε αντίθεση
µε τη σιγµοειδή όµως, εδώ δεν υφίσταται το πρόβληµα της εξαφάνισης κλίσεων µε
αποτέλεσµα να υπάρχει µεγαλύτερος ϱυθµός εκπαίδευσης του µοντέλου και ταχύτερη
σύγκλιση.

4. Συνάρτηση ReLU (ReLU function)

Η συνάρτηση ReLU ορίζεται ως :

F (x) = max(0, x) =

x αν x ≥ 0

0 αν x < 0
(2.5)

δηλαδή όταν δοθεί µία ϑετική (ή µηδενική τιµή) x, τότε η συνάρτηση ισούται µε την
τιµή x αυτή, ενώ αν δοθεί αρνητική τιµή x, τότε ισούται µε το 0.

Η συνάρτηση αυτή διαθέτει υψηλή υπολογιστική απόδοση, καθώς δεν απαιτεί τον υ-
πολογισµό εκθετικών συναρτήσεων όπως η σιγµοειδής, και συγκλίνει πολύ γρήγορα.
Ταυτοχρόνως, λόγω της µηδενικής εξόδου στην περίπτωση αρνητικής εισόδου, επι-
τρέπει στο δίκτυο να αποκτήσει εύκολα αραιή αναπαράσταση (sparse representation),
παράγοντας που συµβάλλει στην απλοποίηση του µοντέλου και στην επιτάχυνση της
µάθησης [23], [24].

5. Συνάρτηση Softmax (Softmax function)

Η συνάρτηση Softmax αποτελεί συνδυασµό πολλαπλών σιγµοειδών συναρτήσεων. Ο
τρόπος µε τον οποίο λειτουργεί είναι µετατρέποντας ένα διάνυσµα Κ πραγµατικών
τιµών, σε ένα διάνυσµα Κ πραγµατικών τιµών που αθροίζονται στο 1. Η µετατροπή
αυτή πλαισιώνει ένα σύνολο τιµών στο διάστηµα [0,1], µε αποτέλεσµα οι τιµές που
προκύπτουν να µπορούν να µεταφραστούν σαν πιθανότητες.

Ορίζεται ως :

σ(x⃗)i =
exi∑K

j=1 exj
(2.6)

Σε αντίθεση µε την σιγµοειδή συνάρτηση, η οποία µπορεί να χρησιµοποιηθεί µόνο
για δυαδική κατηγοριοποίηση κλάσεων, η συνάρτηση Softmax χρησιµοποιείται και σε
µοντέλα µε πολλαπλές κλάσεις.

Στην εικόνα 2.4 παρουσιάζεται µία γραφική απεικόνιση των συναρτήσεων ενεργοποίη-
σης που αναλύθηκαν παραπάνω [4].
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Εικόνα 2.4: Γραφική αναπαράσταση των συναρτήσεων ενεργοποίησης [4]

2.1.4 Αλγόριθµοι Βελτιστοποίησης

Η χρήση των αλγόριθµων ϐελτιστοποίησης αποτελεί πολύτιµο εργαλείο του πεδίου των
νευρωνικών δικτύων αφού συµβάλλει σηµαντικά στη ϐελτίωση της επίδοσής τους.

Αλγόριθµος Επικλινούς Καθόδου (Gradient Descent Algorithm)

Ο αλγόριθµος επικλινούς καθόδου είναι ένας από τους πιο δηµοφιλείς αλγορίθµους ϐελ-
τιστοποίησης και αποτελεί τον συνηθέστερο τρόπο ϐελτιστοποίησης των νευρωνικών δικτύων
[5].

Η επικλινής κάθοδος είναι ένας τρόπος ελαχιστοποίησης µίας συνάρτησης κόστους L(ϑ),
όπου ϑ οι παράµετροι του δικτύου, ενηµερώνοντας τις παραµέτρους προς την αντίθετη κα-
τεύθυνση της κλίσης της συνάρτησης κόστους ∇θL(θ). Ο ϱυθµός εκµάθησης (learning rate)
καθορίζει το µέγεθος των ϐηµάτων που απαιτούνται ώστε να επιτευχθεί ένα (τοπικό) ελάχιστο.
Ουσιαστικά, ακολουθείται η κατεύθυνση της καµπύλης της επιφάνειας που σχηµατίζεται από
τη συνάρτηση κόστους µέχρι µία ¨κοιλάδα¨.

Υπάρχουν τρεις παραλλαγές του αλγορίθµου, µε ειδοποιό διαφορά τον όγκο των δεδο-
µένων που χρησιµοποιούνται για τον υπολογισµό της κλίσης της συνάρτησης κόστους. Με
ϐάση τον όγκο αυτό πραγµατοποιείται µια αντιστάθµιση µεταξύ της ακρίβειας της ενηµέρω-
σης παραµέτρων και του χρόνου που απαιτείται για την εκτέλεση µιας ενηµέρωσης.

1. Batch gradient descent

Ο batch gradient descent υπολογίζει την κλίση της συνάρτησης κόστους ως προς τις
παραµέτρους ϑ για ολόκληρο το σύνολο δεδοµένων εκπαίδευσης :

θ = θ − η · ∇θL(θ) (2.7)
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Επειδή απαιτείται ο υπολογισµός των κλίσεων ολόκληρου του συνόλου δεδοµένων για
µία µεµονωµένη ενηµέρωση, ο αλγόριθµος batch gradient descent σηµειώνει χαµη-
λή ταχύτητα εκτέλεσης και δεν λειτουργεί σε σύνολα δεδοµένα που υπερβαίνουν την
χωρητικότητα της µνήµης.

2. Stochastic gradient descent

Σε αντίθεση µε τον αλγόριθµο που προαναφέρθηκε, ο stochastic gradient descent
υλοποιεί την ενηµέρωση των παραµέτρων για κάθε σύνολο εκπαίδευσης x(i) και ετικέτα
y(i):

θ = θ − η · ∇θL
(
θ; x (i); y(i)

)
(2.8)

Ο batch gradient descent πραγµατοποιεί πολυάριθµους περιττούς υπολογισµούς σε
µεγάλα σύνολα δεδοµένων, καθώς υπολογίζει την κλίση του εκάστοτε δείγµατος πριν
από κάθε ενηµέρωση παραµέτρων. Σε αντίθεση µε αυτήν την προσέγγιση, ο stochastic
gradient descent πραγµατοποιεί µία ενηµέρωση κάθε ϕορά, επιτυγχάνοντας υψηλότε-
ϱη ταχύτητα και πιο σταθερή σύγκλιση αλλά δηµιουργώντας µεγαλύτερο ϑόρυβο.

Εικόνα 2.5: ∆ιακυµάνσεις του αλγορίθµου Stochastic Gradient Descent[5]

3. Mini-batch gradient descent

Ο mini-batch gradient descent αποτελώντας κράµα των δύο προηγούµενων αλγορίθ-
µων, συνδυάζει τα πλεονεκτήµατά τους και ενηµερώνει κάθε ϕορά ένα υποσύνολο n

παραδειγµάτων εκπαίδευσης :

θ = θ − η · ∇θL
(
θ; x (i:i+n); y(i:i+n)

)
(2.9)

Με την υλοποίηση αυτή επιτυγχάνεται τόσο η µείωση της απόκλισης των ενηµερώσε-
ων των παραµέτρων και κατά συνέπεια µία σταθερότερη σύγκλιση, όσο και η υψηλή
υπολογιστική απόδοση.

• Momentum

Ο αλγόριθµος stochastic gradient descent, παρουσιάζει πρόβληµα σε περιοχές όπου
η επιφάνεια καµπυλώνει πολύ πιο απότοµα στη µία διάσταση σε σχέση µε την άλλη,

∆ιπλωµατική Εργασία 31



Κεφάλαιο 2. Θεωρητικό υπόβαθρο

ϕαινόµενο το οποίο είναι σύνηθες γύρω από τα τοπικά ϐέλτιστα. Στις περιπτώσεις
αυτές, ο αλγόριθµος ταλαντώνεται σε εκείνα τα σηµεία, σηµειώνοντας χαµηλή πρόοδο
και ταχύτητα µέχρι την άφιξή του στο τοπικό ϐέλτιστο.

Η µέθοδος Momentum συνεπικουρεί στην επιτάχυνση του αλγορίθµου, µετριάζοντας
τις ταλαντώσεις. Η ϐελτίωση αυτή οφείλεται στην προσθήκη του παράγοντα γ του
διανύσµατος ενηµέρωσης του προηγούµενου ϐήµατος, σε εκείνο του τρέχοντος :

vt = γvt−1 + η∇θL(θ) (2.10)

θ = θ − vt (2.11)

Ο παράγοντας γ συνήθως ορίζεται στην τιµή 0,9 ή σε παραπλήσιες τιµές.

Η χρήση της µεθόδου Momentum µπορεί να παραλληλιστεί µε το εξής πείραµα. ΄Εστω
ότι ϱίχνουµε µία µπάλα σε µία κοιλάδα. Η µπάλα όσο κατεβαίνει προς το χαµηλότερο
σηµείο της κοιλάδας, ϑα συσσωρεύει ορµή, κυλώντας όλο και ταχύτερα µέχρι να ϕτάσει
σε µία τελική ταχύτητα. Το ίδιο παρατηρείται και στις ενηµερώσεις των παραµέτρων:
ο όρος momentum αυξάνεται στις διαστάσεις που έχουν σταθερή κατεύθυνση κλίσης
και µειώνεται σε εκείνες των οποίων η κατεύθυνση της κλίσης είναι µεταβλητή. Με τον
τρόπο αυτό µειώνεται η ταλάντωση και επιτυγχάνεται ταχύτερη σύγκλιση.

Εικόνα 2.6: Ο αλγόριθµος SGD χωρίς τη χρήση της µεθόδου Momentum (αριστερά) και µε
αυτήν (δεξιά) [5]

• Nesterov accelerated gradient

Σε συνέχεια χρήσης του προηγούµενου παραδείγµατος, ιδανικά ϑα ήταν επιθυµητή η
ύπαρξη µίας µπάλας η οποία ϑα έχει επίγνωση της κίνησής της και ϑα διαθέτει την
ικανότητα να µειώσει την ταχύτητά της πριν η κλίση της κοιλάδας αρχίζει να γίνεται
ξανά ανοδική.

Η µέθοδος Nesterov accelerated gradient επιτρέπει στον παράγοντα της ορµής ο ο-
ποίος προστέθηκε παραπάνω, να αποκτήσει την ικανότητα αυτής της πρόγνωσης. Για
το σκοπό αυτό ϑα χρησιµοποιηθεί ο όρος γvt−1 ώστε να µετακινηθούν οι παράµετροι
θ. Ο υπολογισµός του όρου θ − γvt−1 δίνει µία προσέγγιση της επόµενης ϑέσης των
παραµέτρων, ως προς τις οποίες ϑα γίνει και ο υπολογισµός της κλίσης :

vt = γvt−1 + η∇θL (θ − γvt−1) (2.12)

32 ∆ιπλωµατική Εργασία



2.1.5 Αλγόριθµος Οπισθοδιάδοσης (Back-Propagation Algorithm)

θ = θ − vt (2.13)

Ο παράγοντας γ και σε αυτήν την µέθοδο ορίζεται στην τιµή 0,9 ή σε παραπλήσιες
τιµές.

Ενώ η µέθοδος Momentum υπολογίζει αρχικά την τρέχουσα κλίση και στη συνέχεια
κάνει ένα µεγάλο άλµα στην κατεύθυνση της ενηµερωµένης συσσωρευµένης κλίσης, η
παρούσα µέθοδος κάνει πρώτα ένα µεγάλο άλµα στην κατεύθυνση της προηγούµενης
συσσωρευµένης κλίσης, µετράει την κλίση και µετέπειτα πραγµατοποιεί την απαιτο-
ύµενη διόρθωση. Αυτή η προκαταρκτική ενηµέρωση µας εµποδίζει να προχωρήσουµε
πολύ γρήγορα και έχει ως αποτέλεσµα αυξηµένη απόκριση, η οποία έχει ενισχύσει
σηµαντικά την απόδοση των RNN σε έναν αριθµό εργασιών.

• Adam

Ο αλγόριθµος Adam (Adaptive Moment Estimation) αποτελεί µία µέθοδο η οποία
προσαρµόζει το ϱυθµό εκπαίδευσης για κάθε παράµετρο του µοντέλου. Πιο συγκε-
κριµένα, αποθηκεύει έναν εκθετικό κινούµενο µέσο όρο τόσο των κλίσεων όσο και των
τετραγώνων τους (mt , vt αντίστοιχα):

mt = �1mt−1 + (1 − �1) gt (2.14)

vt = �2vt−1 + (1 − �2) g2
t (2.15)

όπου τα mt , vt είναι εκτιµήσεις της ορµής πρώτης τάξης (µέση τιµή) και της ορµής
δεύτερης τάξης (διασπορά) των κλίσεων αντίστοιχα. Καθώς τα µεγέθη mt , vt αρχι-
κοποιούνται σε µηδενικά διανύσµατα, παρατηρείται ότι παρουσιάζουν πόλωση στο 0.
Προκειµένου να ισορροπηθεί η πόλωση αυτή έχουµε τις εξής εκτιµήσεις ορµής πρώτης
και δεύτερης τάξης :

m̂t =
mt

1 − �t
1

(2.16)

v̂t =
vt

1 − �t
2

(2.17)

Τελικά, οι ενηµερώσεις των παραµέτρων υπολογίζονται από την µαθηµατική σχέση:

θt+1 = θt −
η

√
v̂t + ϸ

m̂t (2.18)

2.1.5 Αλγόριθµος Οπισθοδιάδοσης (Back-Propagation Algorithm)

Ο αλγόριθµος της οπισθοδιάδοσης αποτελεί µία από τις πιο ϑεµελιώδεις µεθόδους στον
τοµέα των νευρωνικών δικτύων και η χρήση του επαφίεται στην αποτελεσµατική εκπαίδευση
του δικτύου.
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Ο αλγόριθµος αυτός προσαρµόζει επανειληµµένα τα ϐάρη και τις πολώσεις των συνδέσε-
ων στο δίκτυο µε τέτοιον τρόπο ώστε να ελαχιστοποιηθεί η διαφορά µεταξύ του πραγµατικού
διανύσµατος εξόδου µε το επιθυµητό, δηλαδή η συνάρτηση κόστους. Ο ϐαθµός προσαρµο-
γής εξαρτάται από τις κλίσεις της συνάρτησης κόστους στις αντίστοιχες παραµέτρους [25].

Παρακάτω περιγράφεται η κεντρική ιδέα, καθώς και το µαθηµατικό υπόβαθρο που πλαι-
σιώνει τον αλγόριθµο οπισθοδιάδοσης.

΄Εστω νευρωνικό δίκτυο n στρωµάτων και Wn, bn, xn τα ϐάρη, οι πολώσεις και οι έξοδοι
των στρωµάτων αντίστοιχα. Αρχικά ϑα πραγµατοποιηθεί η πρόσθια διάδοση στο δίκτυο (feed-
forward). Ορίζεται δίανυσµα:

zn = W nxn−1 + bn (2.19)

Στη συνέχεια εφαρµόζεται η συνάρτηση ενεργοποίησης F(x), εποµένως η έξοδος του ε-
κάστοτε στρώµατος διαµορφώνεται ως εξής :

an = F
(
zn) (2.20)

Το τελικό κοµµάτι του νευρωνικού δικτύου το οποίο αποτελεί το στρώµα εξόδου, ϑα
υπολογίσει την προβλεπόµενη τιµή η οποία ϑα είναι :

s = W nan (2.21)

Το τελευταίο ϐήµα ώστε να ολοκληρωθεί η πρόσθια διάδοση είναι η αξιολόγηση της τιµής
της προβλεπόµενης εξόδου (s) σε σύγκριση µε εκείνη της επιθυµητής (y). Αυτό επιτυγχάνεται
µέσω της συνάρτησης κόστους :

L = cost(s, y) (2.22)

΄Επειτα ακολουθεί το στάδιο της οπισθοδιάδοσης. Αρχικά ϑα πρέπει να υπολογιστεί η πα-
ϱάγωγος, δηλαδή η κλήση της συνάρτησης κόστους, η οποία ϑα υποδείξει τις απαιτούµενες
µεταβολές των παραµέτρων ώστε να ελαχιστοποιηθεί η συνάρτηση κόστους. Για τον υπολο-
γισµό των παραγώγων αυτών ϑα γίνει χρήση του κανόνα της αλυσίδας. Για ένα µεµονωµένο
ϐάρος wj

n
k ισχύει :

∂L

∂wn
jk

=
∂L

∂zn
j

∂zn
j

∂wn
jk

(2.23)

λόγω του κανόνα της αλυσίδας. Επιπλέον :

zn
j =

m∑
k=1

wn
jkan−1

k + bn
j (2.24)

όπου m ο αιρθµός των νευρώνων στο στρώµα n-1. Με παραγώγιση:

∂zn
j

∂wn
jk

= an−1
k (2.25)

και τελικά:
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∂C

∂wn
jk

=
∂L

∂zn
j

an−1
k (2.26)

Οµοίως για τις πολώσεις bn
j , προκύπτουν οι εξισώσεις :

∂L

∂bn
j

=
∂L

∂zn
j

∂zn
j

∂bn
j

(2.27)

∂zn
j

∂bn
j

= 1 (2.28)

∂L

∂bn
j

=
∂L

∂zn
j

1 (2.29)

Μέσω του υπολογισµού των παραπάνω παραγώγων και κλίσεων περατώνεται η ϐελτι-
στοποίηση των παραµέτρων του δικτύου. Αφού ολοκληρωθούν τα ϐήµατα αυτά, γίνεται
ενηµέρωση των ϐαρών και ο αλγόριθµος οπισθοδιάδοσης τερµατίζεται όταν εκπληρωθούν οι
παρακάτω προϋποθέσεις :

w := w − ϸ
∂L

∂w
(2.30)

b := b − ϸ
∂L

∂b
(2.31)

όπου το ϸ συµβολίζει τον ϱυθµό εκµάθησης και καθορίζει το ϐαθµό επιρροής της κλίσης
[26].

2.2 Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Net-

works)

Τα Συνελικτικά Νευρωνικά ∆ίκτυα (CNN) είναι µία υποκατηγορία των τεχνητών νευρωνι-
κών δικτύων και αποτελούν πολύτιµο εργαλείο για την επεξεργασία και εκπαίδευση οπτικών
δεδοµένων όπως είναι η εικόνα και το ϐίντεο [6].

Τα CNN είναι µια επιβλεπόµενη µέθοδος µάθησης και η αρχιτεκτονική τους ϐασίζεται
σε ένα στρώµα εισόδου, ένα στρώµα εξόδου και πολλαπλά κρυφά στρώµατα. Τα στρώµατα
αυτά χωρίζονται σε τρεις κύριες κατηγορίες : το στρώµα συνέλιξης (convolution layer), το
στρώµα συσσώρευσης (pooling layer) και το πλήρως συνδεδεµένο στρώµα (fully-connected
layer). Συγχρόνως, ϑα πρέπει να υπογραµµιστεί η σηµασία της εφαρµογής της συνάρτησης
ενεργοποίησης στο µοντέλο µας, στοιχείο το οποίο µπορεί να ϑεωρηθεί ως ένα επιπλέον
στρώµα.

Το γεγονός ότι τα CNN πραγµατεύονται δεδοµένα που περιέχουν εικόνες, τοποθετεί στο
επίκεντρο της αρχιτεκτονικής τους την ανάγκη διαχείρισης τέτοιου είδους δεδοµένων. Μία
από τις πιο σηµαντικές παραλλαγές είναι ότι τα στρώµατα που απαρτίζουν τα δίκτυα αυτά
περιέχουν νευρώνες που οργανώνονται σε τρεις διαστάσεις, γνωστή και ως χωρική διαστατι-
κότητα της εισόδου. Η αρχιτεκτονική του CNN είναι µοντελοποιηµένη έτσι ώστε να αξιοποιεί
τα πλεονεκτήµατα της δισδιάστατης δοµής της εικόνας εισόδου (ή και άλλων δισδιάστατων
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τύπων δεδοµένων) το οποίο πραγµατοποιείται µέσω γειτονικών συνδέσεων και συνδεδεµένων
ϐαρών, ακολουθούµενα από κάποια χωρική υποδειγµατοληψία. Η είσοδος και η έξοδος
κάθε σταδίου του δικτύου συντελούν ένα σύνολο πινάκων το οποίο ονοµάζεται χάρτης χαρα-
κτηριστικών.

Εικόνα 2.7: Η ϐασική αρχιτεκτονική ενός συνελικτικού νευρωνικού δικτύου [6]

Παρακάτω γίνεται ανάλυση των επιµέρους στρωµάτων ενός CNN.

1. Στρώµα Συνέλιξης (Convolution Layer)

Το στρώµα συνέλιξης αποτελεί ϑεµελιώδες στοιχείο της αρχιτεκτονικής των CNN, αφού
αφορά στο µεγαλύτερο µέρος των υπολογισµών. Οι παράµετροί του εστιάζουν κυρίως
στη χρήση πυρήνων (ή ϕίλτρων) οι οποίοι µπορούν να εκπαιδευτούν. Ενώ αυτοί οι πυ-
ϱήνες είναι µικροσκοπικοί ως προς την χωρική διαστατικότητα, αναπτύσσονται σε όλη
τη διάσταση του ϐάθους της εισόδου. Μόλις η πληροφορία ϕτάσει σε ένα στρώµα συ-
νέλιξης, το στρώµα συνελίσσει κάθε ϕίλτρο στη χωρική διαστατικότητα των δεδοµένων,
προκειµένου να δηµιουργηθεί ένας δισδιάστατος χάρτης ενεργοποίησης. Οι έξοδοι των
νευρώνων οι οποίες είναι συνδεδεµένες σε τοπικές περιοχές της εισόδου, µπορούν να
επαληθευτούν στο στρώµα συνέλιξης µέσω του υπολογισµού του ϐαθµωτού γινοµένου
µεταξύ των ϐαρών και της περιοχής που είναι συνδεδεµένη µε την είσοδο. Οι νευρώνες
που συντελούνται από ταυτόσηµους χάρτες χαρακτηριστικών, διαµοιράζουν τα ϐάρη
(διαµοιρασµός παραµέτρων), µειώνοντας έτσι την πολυπλοκότητα του δικτύου αφού
διατηρείται χαµηλό το πλήθος των παραµέτρων.

Τα συνελικτικά στρώµατα µπορούν να ϐελτιστοποιηθούν περαιτέρω µέσω της χρήσης
τριών υπερ-παραµέτρων: του ϐάθους, της τιµής του ϐήµατος (stride) και της συ-
µπλήρωσης µε µηδέν (zero-padding). Η συµπλήρωση µε µηδέν αποτελεί µία απο-
τελεσµατική µέθοδο συµπλήρωσης των οριακών τιµών της εισόδου και παρέχει επι-
πρόσθετη διαχείριση της διαστατικότητας της εξόδου. Για τον υπολογισµό της χωρικής
διαστατικότητας των συνελικτικών στρωµάτων, χρησιµοποιείται η παρακάτω µαθηµα-
τική σχέση:

(V − R) + 2Z

S + 1
(2.32)

36 ∆ιπλωµατική Εργασία



2.2 Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks)

όπου:

• V: µέγεθος της εισόδου

• R: µέγεθος της περιοχής υποδοχής

• Z: µέγεθος του συνόλου συµπλήρωσης µε µηδέν

• S: τιµή του ϐήµατος

Τα CNN εκπαιδεύονται µε τον αλγόριθµο οπισθοδιάδοσης, συνεπώς το ϐήµα της οπι-
σθοδιάδοσης συµβάλλει περαιτέρω στη διαδικασία της συνέλιξης µε χωρικά µετακινο-
ύµενα ϕίλτρα.

2. Στρώµα Ενεργοποίησης (Activation Layer)

Κατά το στρώµα ενεργοποίησης συντελείται η εφαρµογή των συναρτήσεων ενεργοπο-
ίησης (αναλύθηκαν στην υποενότητα 2.1.3), οι οποίες πρέπει να έιναι µη γραµµικές.
Με τη συµβολή του ϐήµατος αυτού, πληθαίνουν οι µη γραµµικές ιδιότητες του δι-
κτύου, το οποίο είναι ένα επιθυµητό χαρακτηριστικό των πολύ-στρωµατικών δικτύων,
ενω συγχρόνως δεν επηρεάζει τα πεδία υποδοχής του συνελικτικού στρώµατος.

3. Στρώµα Συσσώρευσης (Pooling Layer)

Τα CNN δεν περιέχουν µόνο συνελικτικά στρώµατα, αλλά και στρώµατα συσσώρευσης,
µε τα τελευταία να συναντώνται συνήθως µετά τα πρώτα. Οι µέθοδοι συσσώρευσης µει-
ώνουν τις διαστάσεις των χαρτών χαρακτηριστικών µέσω της χρήσης συναρτήσεων που
συνοψίζουν τις ιδιότητες κάποιων περιοχών, όπως η συνάρτηση της µέγιστης τιµής,
της µέσης τιµής κ.α.. Τα στρώµατα συσσώρευσης στοχεύουν στη σταδιακή ελάττωσή
της διαστατικότητας των δεδοµένων, περιορίζοντας περισσότερο τον αριθµό των παρα-
µέτρων. Το γεγονός αυτό ενισχύει την απόδοση του δικτύου, αφού ϱυθµίζεται τόσο το
Ϲήτηµα της πολυπλοκότητας όσο και εκείνο της υπερ-εκπαίδευσης.

Εικόνα 2.8: ∆ιαδικασία Max-Pooling [6]

Στο σχήµα 2.8 απεικονίζεται ένα στρώµα συσσώρευσης που χρησιµοποιεί την συνάρτη-
σης της µέγιστης τιµής (max pooling layer). Στην πλειονότητα των CNN, αυτά είναι τα
διαθέσιµα µεγέθη max pooling layers µε πυρήνες διάστασης 2×2, τα οποία εφαρµόζο-
νται µε τιµή ϐήµατος (stride) που ισούται µε 2 στις χωρικές διαστάσεις της εισόδου και
µειώνει τον χάρτη ενεργοποίησης στο 25 % του αρχικού του µεγέθος, διαφυλάσσοντας
παράλληλα το ϐάθος της στο κανονικό του µέγεθος.
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Υπάρχουν δύο στρατηγικές που χρησιµοποιούνται στην εφαρµογή του max pooling.
Τυπικά, η τιµή του ϐήµατος (stride) και τα ϕίλτρα των στρωµάτων συσσώρευσης ορίζο-
νται στο 2 × 2, το οποίο επιτρέπει στο στρώµα να διαδοθεί σε όλη την έκταση της χωρι-
κής διαστατικότητας της εισόδου. Επιπροσθέτως, χρησιµοποιείται η επικαλυπτόµενη
συσσώρευση (overlapping pooling), όπου το stride ισούται µε 2 και ο πυρήνας είναι
µεγέθους 3 × 3. Ωστόσω, εξαιτίας της δοµής του στρώµατος συσσώρευσης, η ύπαρ-
ξη ενός πυρήνα µε διάσταση µεγαλύτερη από 3 µπορεί να περιορίσει σηµαντικά την
απόδοση του µοντέλου.

4. Πλήρως Συνδεδεµένο Στρώµα (Fully Connected Layer)

Η υψηλού επιπέδου συλλογιστική των CNN ολοκληρώνεται µε τα πλήρως συνδεδεµένα
στρώµατα. Σε ένα πλήρως συνδεδεµένο στρώµα, οι νευρώνες σε κάποιο στάδιο συνδέο-
νται µε όλες τις ενεργοποιήσεις του προηγούµενου στρώµατος, οι οποίες υπολογίζονται
µε πράξεις πινάκων και αντιστάθµιση της πόλωσης.

Τα στρώµατα συνέλιξης και συσσώρευσης συνεπιτελούν στην εξόρυξη υψηλού επιπέδου
χαρακτηριστικών των εικόνων εισόδου, γεγονός που ενισχύουν περαιτέρω τα πλήρως
συνδεδεµένα δίκτυα αφού αποτελούν µία οικονοµική προσέγγιση ώστε να εξαχθούν
οι µη γραµµική συνδυασµοί των χαρακτηριστικών αυτών. Οι νευρώνες των πλήρως
συνδεδεµένων στρωµάτων δεν είναι χωρικά οργανωµένοι, καθιστώντας αδύνατο το να
ακολουθείται από ένα συνελικτικό στρώµα, Το τελευταίο, προωθεί την δισδιάστατη έξο-
δο στο στρώµα εξόδου όπου και µπορεί να εφαρµοστεί κάποια µη γραµµική συνάρτηση
ενεργοποίησης. Ο στόχος των πλήρως συνδεδεµένων στρωµάτων είναι να εξοµαλύνει
τα χαρακτηριστικά υψηλού επιπέδου και να συνδυάσει όλα τα στοιχεία.

Εικόνα 2.9: Αναπαράσταση ενός πλήρως συνδεδεµένου στρώµατος [6]

2.3 Ανατροφοδοτούµενα Νευρωνικά ∆ίκτυα (Recurrent Neural

Networks)

2.3.1 ∆οµή και Μοντελοποίηση

Τα Ανατροφοδοτούµενα Νευρωνικά ∆ίκτυα (RNN) είναι µία υποκατηγορία των τεχνητών
νευρωνικών δικτύων και η χρήση τους έγκειται κυρίως στον εντοπισµό µοτίβων σε µία ακο-
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2.3.1 ∆οµή και Μοντελοποίηση

λουθία δεδοµένων [7]. Η κυρίαρχη διαφοροποίηση τους από τα κλασσικά πολυστρωµατικά
δίκτυα είναι ότι η πληροφορία µεταδίδεται όχι µόνο σε στρώµατα επόµενων επιπέδων αλλά
και σε ίδια ή προηγούµενα επίπεδα. Η ιδιότητά τους αυτή του επιτρέπει να έχουν εφαρµο-
γή σε περιπτώσεις όπως η µοντελοποίηση γλώσσας και παραγωγή κειµένου, η αναγνώριση
οµιλίας, η παραγωγή περιγραφών στις εικόνες κ.α..

Στη συνέχεια περιγράφεται το µαθηµατικό υπόβαθρο που συντελεί την ιδέα των RNN.
Ορίζουµε µε H ένα σύνολο από κρυφά επίπεδα (µπορεί να περιλαµβάνει ένα ή περισσότερα
κρυφά επίπεδα). Συµβολίζουµε µε Ht ∈ R

n×h και Xt ∈ R
n×h την κατάσταση των κρυµµένων

δικτύων και της εισόδου αντίστοιχα, σε µία δεδοµένη χρονική στιγµή t, όπου:

• n: ο αριθµός των δειγµάτων

• d: ο αριθµός των εισόδων κάθε δείγµατος

• h: ο αριθµός των κρυφών στρωµάτων

΄Επειτα ορίζουµε έναν πίνακα ϐαρών Wxh ∈ R
d×h , έναν πίνακα καταστάσεων των κρυ-

ϕών επιπέδων Whh ∈ R
h×h και µία παράµετρο πόλωσης bh ∈ R

1×h . Στο σύνολο αυτών των
πληροφοριών εφαρµόζεται µία συνάρτηση ενεργοποίησης η οποία συνήθως είναι είτε η σιγ-
µοειδής είτε εκείνη της υπερβολικής εφαπτοµένης, ώστε να προετοιµαστούν οι κλίσεις για
τον αλγόριθµο οπισθοδιάδοσης. ΄Ετσι προκύπτουν οι εξισώσεις :

Ht = φh (XtWxh + Ht−1Whh + bh) (2.33)

που αποτελεί την µεταβλητή των κρυφών στρωµάτων.

Ot = φo (HtWho + bo) (2.34)

που αποτελεί την µεταβλητή εξόδου.

΄Οπως ϕαίνεται από την αναδροµική σχέση 2.33, το RNN περιλαµβάνει στοιχεία όλων των
κρυφών σταδίων που προηγούνται του Ht−1, καθώς και το ίδιο το Ht−1.

Εικόνα 2.10: Οπτικοποίηση των διαφορών µεταξύ νευρωνικών δικτύων πρόσθιας διάδοσης
(αριστερά) και ανατροφοδοτούµενων νευρωνικών δικτύων (δεξιά) [7]
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2.3.2 Οπισθοδιάδοση στο Χρόνο (Back Propagation Through Time)

΄Ενα ερώτηµα που εγείρεται µε τη χρήση των RNN είναι το µε ποιον τρόπο µπορεί να
εφαρµοστεί σε αυτά ο αλγόριθµος οπισθοδιάδοσης, αντικείµενο που ϑα εξεταστεί σε αυτήν
την υποενότητα. Η οπισθοδιάδοση στο χρόνο (ΒΡΤΤ) είναι µία προσαρµογή του αλγόριθµου
οπισθοδιάδοσης για τα RNN.

Κατά την πρόσθια διάδοση της εισόδου Xt στο δίκτυο, υπολογίζουµε την κατάστατη των
κρυφών στρωµάτων Ht και την τελική έξοδο Οt µε ένα ϐήµα τη ϕορά. Ορίζουµε µία συνάρ-
τηση κόστους (loss function) L(O, Y ) προκειµένου να περιγράψουµε τη διαφορά µεταξύ των
εξόδων Οt και των αναµενόµενων τιµών εξόδου Yt . Η συνάρτηση κόστους δίνεται από τη
σχέση:

L(O, Y ) =
T∑

t=1
ℓt (Ot , Yt) (2.35)

δηλαδή αθροίζει κάθε όρο κόστους ℓt της κάθε ενηµέρωσης µέχρι τη δεδοµένη στιγµη t.
Στη συνέχεια ϑα πρέπει να υπολογιστεί η µερική παράγωγος κάθε πίνακα ϐαρών µε τη

χρήση του κανόνα της αλυσίδας, όπως και στον κανονικό αλγόριθµο οπισθοδιάδοσης :

∂L

∂Who
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·

∂φo

Who
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
· Ht (2.36)

∂L

∂Whh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·

∂φo

∂Ht
·

∂Ht

∂φh
·

∂φh

∂Whh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·Who ·

∂Ht

∂φh
·

∂φh

∂Whh
(2.37)

∂L

∂Wxh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·

∂φo

∂Ht
·

∂Ht

∂φh
·

∂φh

∂Wxh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·Who ·

∂Ht

∂φh
·

∂φh

∂Wxh
(2.38)

Αφού κάθε Ht εξαρτάται από την προηγούµενη χρονική στιγµή, µπορούµε να αντικατα-
στήσουµε το τελευταίο µέρος των παραπάνω εξισώσεων και έτσι προκύπτουν οι σχέσεις :

∂L

∂Whh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·Who

t∑
k=1

∂Ht

∂Hk
·

∂Hk

∂Whh
(2.39)

∂L
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∂Ot
·

∂Ot

∂φo
·Who

t∑
k=1

∂Ht

∂Hk
·

∂Hk

∂Wxh
(2.40)

Οι παραπάνω εξισώσεις µπορούν να µετασχηµατιστούν περαιτέρω στις εξής :

∂L

∂Whh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·Who

t∑
k=1

(
W⊤

hh

)t−k
· Hk (2.41)

∂L

∂Wxh
=

T∑
t=1

∂ℓt

∂Ot
·

∂Ot

∂φo
·Who

t∑
k=1

(
W⊤

hh

)t−k
· Xk (2.42)

Από τις σχέσεις που παρουσιάζονται ανωτέρω γίνεται αντιληπτό πως χρειάζεται να απο-
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2.3.3 Είδη Ανατροφοδοτούµενων Νευρωνικών ∆ικτύων

ϑηκεύουµε δυνάµεις του W k
hh όσο προχωράµε σε κάθε όρο κόστους ℓt της συνολικής συνάρ-

τησης κόστους L που µπορεί να µεγαλώσει αρκετά. Για αυτές τις µεγάλες τιµές, η µέθοδος
γίνεται αριθµητικά ασταθής, καθώς τα ιδιοδιανύσµατα των οποίων η τιµή είναι µικρότερη
από 1 εξαφανίζονται, ενώ εκείνα που είναι µεγαλύτερα από 1 αποκλίνουν.

΄Ενας τρόπος προκειµένου να επιλυθεί αυτή η δυσχέρεια είναι να περικόψουµε το άθροι-
σµα σε ένα υπολογιστικά κατάλληλο µέγεθος. Η µέθοδος αυτή ονοµάζεται Truncated BPTT
και καθορίζει ένα ανώτατο όριο για τον αριθµό των χρονικών ϐηµάτων που µπορεί να ακο-
λουθήσει η κλίση κατά την οπισθοδιάδοση.

2.3.3 Είδη Ανατροφοδοτούµενων Νευρωνικών ∆ικτύων

΄Οπως στην πλειονότητα των τεχνητών νευρωνικών δικτύων, µείζον πρόβληµα για τα RNN
αποτελούν η εκραγείσα κλίση (exploding gradient) καθώς και η εξαφάνιση κλίσης (vanishing

gradient). Από τις εξισώσεις 2.39, 2.40 ϕαίνεται ότι ο όρος
∂Ht

∂Hk
εισάγει στην (δυνητικά

πολύ µεγάλη) ακολουθία τον πολλαπλασιασµό πινάκων, γεγονός που συνεπάγεται πως αν
υπάρχουν µικρές τιµές (< 1) στον πολλαπλασιασµό των πινάκων ϑα προκληθεί σταδιακή
µείωση της κλίσης και τελικώς η εξαφάνισή της. Το ϕαινόµενο αυτό µπορεί να παρατηρηθεί
και αντιστρόφως, δηλαδή αν υπάρχουν αρκετά µεγάλες τιµές (> 1) το µοντέλο ϑα οδηγηθεί
σε έκρηξη των κλίσεων.

Τα Ϲητήµατα αυτά, δηµιούργησαν την ανάγκη ανάπτυξης κάποιων επεκτάσεων των RNN,
οι οποίες ϑα αναλυθούν στην υποενότητα αυτή.

1. ∆ίκτυα Μακράς Βραχέας Μνήµης (Long Short-Term Memory Units)

Τα δίκτυα µακράς ϐραχέας µνήµης (LSTM) σχεδιάστηκαν προκειµένου να αντιµετω-
πιστεί το πρόβληµα της εξαφάνισης κλίσεων. Καθώς χρησιµοποιούν ένα πιο σταθερό
σφάλµα, επιτρέπουν στα RNN να µαθαίνουν σε περισσότερα ϐήµατα χρόνου (>> 1000).
Για να επιτευχθεί αυτό, τα LSTM αποθηκεύουν περισσότερη πληροφορία έξω από την
κλασική ϱοή του νευρωνικού δικτύου, σε κάποιες δοµές που ονοµάζονται κελιά πύλης.

Η αρχιτεκτονική απαρτίζεται από µία πύλη εξόδου Οt για να διαβάζει τις καταχωρήσεις
του κυττάρου, µία πύλη εισόδου It ώστε να διαβάζει τα δεδοµένα µέσα στο κύτταρο
και µία πύλη λήθης Ft για να ϱυθµίζει το περιεχόµενο του κελιού. Οι υπολογισµοί για
αυτές τις πύλες παρουσιάζονται στις παρακάτω εξισώσεις :

Ot = σ (XtWxo + Ht−1Who + bo) (2.43)

It = σ (XtWxi + Ht−1Whi + bi) (2.44)

Ft = σ
(
XtWxf + Ht−1Whf + fo

)
(2.45)

Οι ανωτέρω εξισώσεις χρησιµοποιούν ως πίνακες ϐαρών τους Wxi , Wxf , Wxo ∈ R
d×h

και Whi , Whf , Who ∈ R
h×h ενώ τα bi , bf , bo ∈ R

1×h συντελούν τις αντίστοιχες πολώσεις
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τους. Ταυτοχρόνως, εφαρµόζεται η σιγµοειδής συνάρτηση ενεργοποίησης σ για να µε-
τασχηµατιστεί η έξοδος ∈ (0, 1), δίνοντας ως αποτέλεσµα διανύσµατα µε καταχωρήσεις
∈ (0, 1).

Στη συνέχεια κρίνεται απαραίτητη η χρήση ενός κελιού µνήµης C̃t ∈ R
n×h το οποίο

προκύπτει µε παρόµοιους υπολογισµούς όπως τα προηγούµενα, αλλά χρησιµοποιεί
ως συνάρτηση ενεργοποίησης εκείνη της υπερβολικής εφαπτοµένης ώστε να έχει έξοδο
στο διάστηµα (-1,1). Το κελί αυτό διαθέτει τα ϐάρη Wxc ∈ R

d×h , Whc ∈ R
h×h και την

πόλωση bc ∈ R
1×h . Η µαθηµατική σχέση που συνοψίζει τη λειτουργία του κελιού

µνήµης είναι ή εξης :

C̃t = tanh (XtWxc + Ht−1Whc + bc) (2.46)

Με την εισαγωγή του προγενέστερου περιεχοµένου µνήµης Ct−1 ∈ R
n×h σε συνάρ-

τηση µε την εισαγωγή των πυλών, ελέγχεται η ποσότητα της προγενέστερης µνήµης
που ϑέλουµε να διατηρήσουµε ώστε να δηµιουργηθεί το νέο περιεχόµενο µνήµης Ct .
∆ηλαδή:

Ct = Ft ⊙ Ct−1 + It ⊙ C̃t (2.47)

Με την εισαγωγή των κρυφών επιπέδων στη δοµή που έχει δηµιουργηθεί, περατώνεται
η διαδικασία. ΄Ετσι έχουµε:

Ht = Ot ⊙ tanh (Ct) (2.48)

όπου µε τη χρήση της συνάρτησης ενεργοποίησης της υπερβολικής εφαπτοµένης, δια-
σφαλίζεται πως κάθε στοιχείο Ht ∈ (−1, 1)

2. Βαθιά Ανατροφοδοτούµενα Νευρωνικά ∆ίκτυα (Deep Recurrent Neural Net-

works)

Τα ϐαθιά ανατροφοδοτούµενα νευρωνικά δίκτυα (DRNN) αποτελούν µία απλή παραλ-
λαγή των (RNN) καθώς η αρχιτεκτονική τους απαρτίζεται από πολλαπλές στρώσεις
οποιουδήποτε τύπου (RNN).

΄Εστω L ο αριθµός των κρυφών στρωµάτων. Κάθε κρυφό στάδιο H (ℓ)
t ∈ Rn×h µεταβι-

ϐάζεται τόσο στο επόµενο χρονικό ϐήµα, του τρέχοντος στρώµατος H (ℓ)
t+1, όσο και στο

τρέχον χρονικό ϐήµα του επόµενου στρώµατος H (ℓ)+1
t . Για το πρώτο στρώµα, υπολο-

γίζουµε την κατάσταση του κρυφού στρώµατος όπως προτάθηκε και στα προηγούµενα
µοντέλα, ενώ για τα µεταγενέστερα στρώµατα χρησιµοποιούµε σαν είσοδο την έξοδο
των προηγούµενων στρωµάτων. Προκύπτουν οι εξισώσεις :

H (1)
t = φ1

(
Xt , H (1)

t−1

)
(2.49)

H (ℓ)
t = φℓ

(
H (ℓ−1)

t , H (ℓ)
t−1

)
(2.50)
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Η έξοδος Ot ∈ R
n×o, όπου o ο αριθµός των εξόδων απαιτεί για τον υπολογισµό του µόνο

τη χρήση του κρυφού στρώµατος L.

Ot = φo

(
H (L)

t Who + bo

)
(2.51)

3. Αµφίδροµα Ανατροφοδοτούµενα Νευρωνικά ∆ίκτυα (Bidirectional Recurrent

Neural Networks)

Για να γίνει αντιληπτή η ανάγκη δηµιουργίας των αµφίδροµων ανατροφοδοτούµενων
νευρωνικών δικτύων (BRNN), ϑα παρουσιαστεί ένα απλό παράδειγµα µοντελοποίησης
γλώσσας. Βάσει των µοντέλων που έχουν αναφερθεί ως τώρα, υπάρχει η δυνατότητα
πρόβλεψης ενός στοιχείου (π.χ. µίας λέξης) λαµβάνοντας υπόψη τα προηγούµενα
δεδοµένα. Στην περίπτωση όµως που απαιτείται η συµπλήρωση του κενού σε µία
πρόταση πρέπει να συνυπολογιστεί τόσο το µέρος της πρότασης πριν το κενό, όσο
και εκείνο που ακολουθεί µετά. Η ανάγκη αυτή δηµιουργίας της εξόδου όχι µόνο
συναρτήσει τον προγενέστερων αλλά και των µεταγενέστερων δεδοµένων, πυροδότησε
την ανάπτυξη των (BRNN).

Η αρχιτεκτονική των (BRNN) ϐασίζεται στην προσθήκη ενός επιπλέον κρυφού στρώµα-
τος το οποίο εκτελεί ανάποδα την ακολουθία, ξεκινώντας από το τελευταίο στοιχείο. Αρ-
χικά εισάγουµε ένα πρόσθιο και ένα οπίσθιο κρυφό στρώµα που ορίζονται ως −→H t ∈ R

n×h

και←−H t ∈ R
n×h αντίστοιχα. Οι µαθηµατικές σχέσεις παρουσιάζονται παρακάτω:

−→
H t = φ

(
XtW

(f )
xh +

−→
H t−1W (f )

hh + b(f )
h

)
(2.52)

←−
H t = φ

(
XtW

(b)
xh +

←−
H t+1W (b)

hh + b(b)
h

)
(2.53)

Οι πίνακες ϐαρών που προκύπτουν είναι παρόµοιοι µε εκείνους που ορίστηκαν πα-
ϱαπάνω, αλλά σε αυτήν την περίπτωση χωρίζονται σε δύο σύνολα. Το ένα σύνολο
απαρτίζεται από τις πρόσθιες κρυφές καταστάσεις W (f )

xh ∈ R
d×h και W (f )

hh ∈ R
h×h , ενώ το

άλλο από τις οπίσθιες κρυφές καταστάσεις W (b)
xh ∈ R

d×h και W (b)
hh ∈ R

h×h . Οι αντίστοιχες
πολώσεις τους είναι b(f )

h ∈ R1×h και b(b)
h ∈ R1×h . Με αυτά τα δεδοµένα υπολογίζουµε

την έξοδο ως εξής :

Ot = φ
([
−→
H⌢

t
←−
H t

]
Who + bo

)
(2.54)

όπου ο είναι ο αριθµός των εξόδων και το ⌢ συµβολίζει την συγκέντρωση των δύο
πινάκων στον άξονα 0. Ταυτόχρονα έχουµε τους πίνακες ϐαρών Who ∈ R

2h×o και
τις παραµέτρους πόλωσης bo ∈ R

1×o. Τέλος, οι δύο κατευθύνσεις µπορούν να έχουν
διαφορετικό αριθµό κρυφών δοµών.
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2.4 Μεταφορά Μάθησης (Transfer Learning)

΄Οπως είναι αντιληπτό από τα παραπάνω, το πεδίο της µηχανικής µάθησης έχει σηµειώσει
ϑαυµαστή πρόοδο τα τελευταία χρόνια, αναπτύσσοντας εξελιγµένες µεθόδους και τεχνικές
ώστε να ϐελτιστοποιήσει τα αποτελέσµατα που παρέχει[8]. Ωστόσο, πολλές µέθοδοι µηχανι-
κής εκµάθησης λειτουργούν καλά µόνο υπό την προϋπόθεση ότι τα δεδοµένα εκπαίδευσης
και επαλήθευσης αντλούνται από τον ίδιο χώρο χαρακτηριστικών και έχουν την ίδια κα-
τανοµή. Η µεταβολή της κατανοµής επιβάλλει στα δεδοµένα να δηµιουργηθούν ξανά από
το µηδέν (from scratch), χρησιµοποιώντας πρόσφατα δεδοµένα εκπαίδευσης. Σε πολλές ε-
ϕαρµογές του πραγµατικού κόσµου, η διαδικασία αυτή απαιτεί υψηλό υπολογιστικό κόστος
και σε κάποιες περιπτώσεις καθίσταται αδύνατη η ανάκτηση των δεδοµένων. Η χρήση της
µεταφοράς µάθησης (transfer learning) αποτελεί τη λύση σε αυτό το τροχοπέδη.

Εικόνα 2.11: ∆ιαφορετικές διαδικασίες εκµάθησης µεταξύ (a) της κλασικής µηχανικής µάθη-
σης και (b) της µεταφοράς µάθησης [8]

Στην αρχή του κεφαλαίου αναφέρθηκε και αναλύθηκε πώς τα τεχνητά νευρωνικά δίκτυα
µιµούνται και αντλούν την έµπνευσή τους από τα ϐιολογικά νευρωνικά δίκτυα του εγκε-
ϕάλου. Η περίπτωση της µεταφοράς µάθησης δεν αποτελεί εξαίρεση καθώς και πάλι πρότυ-
πο είναι ο ανθρώπινος οργανισµός και πιο συγκεκριµένα, η ικανότητά του να προσαρµόσει
και να εφαρµόσει µε ευφυή τρόπο την πρότερη γνώση που έχει αποκτήσει για την ταχύτερη
και καλύτερη διεκπεραίωση των νέων προβληµάτων που καλείται να αντιµετωπίσει. Για πα-
ϱάδειγµα, η γνώση ενός µουσικού οργάνου διευκολύνει την εκµάθηση ενός νέου µουσικού
οργάνου λόγω του µουσικού υπόβαθρου που έχει καλλιεργηθεί προγενέστερα. Η λογική
αυτή ακολουθείται και στην µεταφορά µάθησης.

Παρακάτω ϑα αναλυθεί το µαθηµατικό πλαίσιο που ϑεµελιώνει την ιδέα της µεταφοράς
µάθησης.

Αρχικά, ορίζουµε ως ¨τοµέα¨ (domain) ένα µέγεθος που αποτελείται από δύο συστατικά:
ένα χώρο χαρακτηριστικών X και µία οριακή κατανοµή πιθανοτήτων P(X), όπου το X =

{x1, . . . , xn} ∈ X. Αν δύο τοµείς είναι διαφορετικοί τότε ϑα έχουν και διαφορετικούς χώρους
χαρακτηριστικών ή διαφορετικές οριακές κατανοµές πιθανοτήτων.

Με δεδοµένο έναν τοµέαD = {X, P(X )}, µία ¨εργασία¨ (task) αποτελείται επίσης από δύο
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συστατικά: ένα χώρο ετικετών Y και µία συνάρτηση πρόβλεψης f (·), και συµβολίζεται µε
T = {Y, f (·)}. Η συνάρτηση πρόβλεψης µπορεί να εξαχθεί από τα δεδοµένα εκπαίδευσης τα
οποία απαρτίζονται από Ϲεύγη {xi , yi} όπου xi ∈ X και yi ∈ Y και χρησιµοποιείται για την
πρόβλεψη των αντίστοιχων ετικετών f(x) ενός δείγµατος x.

Για λόγους απλότητας, υποθέτουµε ότι έχουµε έναν µόνο τοµέα - πηγή DS και έναν
τοµέα - στόχο DT . Ειδικότερα:

DS =
{(

xS1 , yS1

)
, . . . ,

(
xSnS

, ySnS

)}
(2.55)

όπου xSi ∈ XS είναι το σύνολο δεδοµένων και ySi ∈ YS οι αντίστοιχες ετικέτες κλάσης.
Οµοίως για τον τοµέα - στόχο:

DT =
{(

xT1 , yT1

)
, . . . ,

(
xTnT

, yTnT

)}
(2.56)

όπου xTi ∈ XT είναι η είσοδος και yTi ∈ YT η αντίστοιχη έξοδος.

΄Εχοντας επεξηγήσει τα παραπάνω µεγέθη, µπορεί να δοθεί ο ορισµός για την µεταφορά
µάθησης. Με δεδοµένα εναν τοµέα - πηγή DS, έναν τοµέα - στόχο DT και τις αντίστοιχες
εκπαιδευόµενες εργασίες τους TS και TT , η µεταφορά µάθησης εστιάζει στην ϐελτίωση της
εκµάθησης της συνάρτησης πρόβλεψης του στόχου f (·)T στοDT , εκµεταλλευόµενη την γνώση
στα DS και TS, µε DS , DT και TS , TT .

Η µέθοδος της µεταφοράς µάθησης χωρίζεται σε ποικίλες υποκατηγορίες ϐάσει του
τρόπου υλοποίησής της και των παραδοχών που λαµβάνονται ανάλογα µε το εκάστοτε πρόβλη-
µα. Σύµφωνα µε αξιολογήσεις και πειράµατα που έχουν διεξαχθεί ώστε να γίνει σύγκριση
της απόδοσης των µεθόδων µεταφοράς µάθησης, έναντι των κλασικών µεθόδων µηχανικής
µάθησης έχει αποδειχθεί ότι σε πολλαπλές περιπτώσεις η µεταφορά µάθησης ήταν εκείνη
που παρείχε τα καλύτερα αποτελέσµατα [27],[28],[29]. Οι εφαρµογές της επαφίενται σε
πληθώρα προβληµάτων του πραγµατικού κόσµου όπως είναι εκείνα της κατηγοριοποίησης
(εγγράφων, εικόνων, συναισθηµάτων) αλλά και η επεξεργασία ϕυσικής γλώσσας.

Ωστόσο, όπως είναι ϕυσικό, συναντώνται και κάποιοι περιορισµοί οι οποίοι αποτελούν
πρόκληση για την ερευνητική κοινότητα του πεδίου των νευρωνικών δικτύων. Σε ορισµένες
περιπτώσεις, συνήθως αν η αντιστοίχιση των δεδοµένων δεν είναι ορθή, υφίσταται η έννοια
της αρνητικής µεταφοράς µάθησης, παρέχοντας χειρότερα αποτελέσµατα από εκείνα που ϑα
λαµβάναµε χωρίς τη χρήση της. Παράλληλα, εµφανίζεται και το πρόβληµα της ετερογενούς
µεταφοράς µάθησης, το οποίο σηµειώνεται όταν οι εκάστοτε χώροι χαρακτηριστικών του
τοµέα-πηγή και τους τοµέα-στόχου είναι διαφορετικοί.

2.5 Πλεονεκτήµατα και Μειονεκτήµατα των Τεχνητών Νευρω-

νικών ∆ικτύων

Στο κεφάλαιο αυτό εξετάστηκε το ϑεωρητικό υπόβαθρο στο οποίο στηρίχτηκε η δηµιουρ-
γία των νευρωνικών δικτύων, καθώς επίσης και οι διάφορες µέθοδοι και παραλλαγές που
αναπτύχθηκαν ώστε να προσαρµοστούν στην εκάστοτε κατηγορία προβλήµατος. Το καίριο
ερώτηµα που αξίζει να ϑέσουµε όµως είναι, ποια είναι τελικά τα οφέλη που µας παρέχουν τα
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νευρωνικά δίκτυα και ποιες οι προκλήσεις που καλούνται να αντιµετωπίσουν οι επιστήµονες
του κλάδου ώστε να ϐελτιστοποιήσουν περαιτέρω·

2.5.1 Πλεονεκτήµατα

΄Οσον αφορά στα πλεονεκτήµατα της χρήσης των τεχνητών νευρωνικών δικτύων, αυτά ε-
ίναι πολυάριθµα. Αρχικά, το κύριο και υψίστης σηµασίας γνώρισµά τους είναι ότι έχουν την
ικανότητα να µαθαίνουν και να εκπαιδεύονται σε ένα σύνολο δεδοµένων, εφαρµόζοντας την
γνώση που απέκτησαν σε διαφορετικά δεδοµένα µε παρόµοια χαρακτηριστικά. Ταυτόχρο-
να, τόσο οι ανεπαρκείς πληροφορίες όσο και η καταστροφή ενός µέρους των δεδοµένων δεν
αποτελεί εµπόδιο στην εκτέλεσή τους και στην παραγωγή εξόδου, µε την ορθότητα της ε-
ξόδου να εξαρτάται από την σηµαντικότητα των πληροφοριών που λείπουν. ΄Ενα άλλο πολύ
σηµαντικό πλεονέκτηµα αποτελεί το γεγονός ότι διαθέτουν κατανεµηµένη µνήµη. Προκει-
µένου το δίκτυο να εκπαιδευτεί ώστε να παραχθεί η επιθυµητή έξοδος, την προσδιορίζει
πλήρως µε παραδείγµατα. Η επιτυχία του δικτύου είναι ευθέως ανάλογη µε τις επιλεγµένες
περιπτώσεις παραδειγµάτων οι οποίες διανέµονται σε όλο το δίκτυο ώστε να αποφεύγεται
η λανθασµένη έξοδος. Τέλος τα τεχνητά νευρωνικά δίκτυα διαθέτουν την δυνατότητα της
παράλληλης επεξεργασίας καθώς έχουν την υπολογιστική ισχύ να εκτελέσουν περισσότερες
από µία διεργασίες συγχρόνως.

2.5.2 Μειονεκτήµατα

Πέρα όµως από τα σηµαντικά πλεονεκτήµατα που αναφέρθηκαν υπάρχουν και κάποια
µειονεκτήµατα. Αξίζει όµως να σηµειωθεί ότι µε την πάροδο του χρόνου και την πρόοδο
της επιστήµης σε αυτόν τον τοµέα αίρονται ένα προς ένα τα µειονεκτήµατα, καθιστώντας τη
χρήση νευρωνικών δικτύων καίρια για την αντιµετώπιση σηµαντικών προβληµάτων.

Αρχικά, η δυνατότητα παράλληλης επεξεργασίας των δεδοµένων που επισηµάνθηκε µπο-
ϱεί να ισοδυναµεί µε την ϐελτίωση της απόδοσης του δικτύου, αλλά συνεπάγεται ταυτοχρόνως
την εξάρτησή του από το hardware του υπολογιστή το οποίο πρέπει να πληροί συγκεκρι-
µένες προδιαγραφές. Επιπροσθέτως, δεν υφίσταται κάποιος συγκεκριµένος κανόνας για τον
προσδιορισµό της δοµής των τεχνητών νευρωνικών δικτύων. Η κατάλληλη δοµή δικτύου
επιτυγχάνεται µέσω εµπειρίας και δοκιµής. Κάτι άλλο που οφείλει να υπογραµµιστεί είναι η
δυσκολία της παρουσίασης των δεδοµένων του εκάστοτε προβλήµατος στο δίκτυο. Επειδή τα
νευρωνικά δίκτυα λειτουργούν µε πληροφορίες σε αριθµητική µορφή, όλα τα προβλήµατα
ϑα πρέπει να µεταφραστούν σε αριθµητικές τιµές ώστε να εισαχθούν στο δίκτυο. Ο µηχανι-
σµός που ϑα καθοριστεί εδώ επηρεάζει άµεσα την απόδοση του δικτύου και εξαρτάται από
ικανότητα του χρήστη. Τέλος, το πιο σηµαντικό µειονέκτηµα αποτελεί η ανεξήγητη συµπε-
ϱιφορά που παρατηρείται πολλές ϕορές στο δίκτυο κατά την παραγωγή ενός αποτελέσµατος,
γεγονός που µειώνει την αξιοπιστία του [30].

2.5.3 Εφαρµογές

Εξετάστηκαν τα πλεονεκτήµατα των τεχνητών νευρωνικών δικτύων και τα προβλήµατα που
προέκυψαν κατά τη διάρκεια της χρήσης τους. ΄Οπως προαναφέρθηκε τα µειονεκτήµατα
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τους εξαλείφονται ϐαθµιαία ενώ τα πλεονεκτήµατά τους αυξάνονται συνεχώς. Τα τεχνητά
νευρωνικά δίκτυα είναι ένας αναπτυσσόµενος κλάδος της επιστήµης που σταδιακά ϑα γίνει
αναπόσπαστο κοµµάτι της Ϲωής του σύγχρονου ανθρώπου.

Αρχιτεκτονικές ϐαθιών νευρωνικών δικτύων έχουν υλοποιηθεί και χρησιµοποιηθεί σε
διάφορες εφαρµογές από µέλη του Εργαστηρίου Συστηµάτων Τεχνητής Νοηµοσύνης και
Μάθησης του ΕΜΠ. Ειδικότερα τεχνικές CNN και CNN-RNN έχουν εφαρµοστεί για κατη-
γοριοποίηση αντικειµένων, στην ιατρική διάγνωση νευροεκφυλιστικών ασθενειών, όπως της
νόσου του Πάρκινσον [31], [32], [33], [34], [35] ή της Covid-19 [36], [37], [38], ϐασισµένες σε
δισδιάστατες ή τρισδιάστατες εικόνες. ΄Εµφαση έχει δοθεί στην διαφάνεια και στην προσαρ-
µογή των µοντέλων [39], [40], [41] αλλά και στην ανάπτυξη πλέον σύνθετων αρχιτεκτονικών,
µπαϋεσιανών, µε κάψουλες και αβεβαιότητα [42], [43], [44], [45]. Βαθιές τρισδιάστατες
νευρωνικές αρχιτεκτονικές έχουν εφαρµοστεί στην ανίχνευση ϐλαβών σε πυρηνικούς αντι-
δραστήρες [46], [47], στην πρόβλεψη της παραγωγής στον αγροτικό τοµέα [48], [49] και στην
αναγνώριση και σύνθεση συναισθήµατος [50], [51], [52], [53], ενώ άλλες εφαρµόζονται σε
προβλήµατα ανάλυσης εικόνων και αλληλεπίδρασης ανθρώπου-υπολογιστή [54], [55], [56].
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Κεφάλαιο 3

Ανάλυση Μεθοδολογίας

Η µεθοδολογία που εφαρµόζεται στην παρούσα εργασία και επεξηγείται αναλυτικά σε
αυτό το κεφάλαιο περιλαµβάνει τα εξής ϐήµατα:

• Την απόκτηση και την κατάλληλη προεπεξεργασία του συνόλου δεδοµένων ώστε
να µπορεί να εισαχθεί και να αναπτυχθεί από το µοντέλο.

• Την εφαρµογή της µεθόδου της επαύξησης των δεδοµένων ώστε να αντιµετωπιστεί
το πρόβληµα της υπερεκπαίδευσης.

• Την εισαγωγή του συνόλου δεδοµένων αρχικά σε ένα συνελικτικό δίκτυο και συγκε-
κριµένα στα δίκτυα τύπου ResNet50, DenseNet121, EfficientNet-B0 για την εξαγω-
γή των χωρικών του χαρακτηριστικών και στη συνέχεια σε ένα ανατροφοδοτούµενο

δίκτυο για την εξαγωγή των χρονικών του χαρακτηριστικών. Η διαδικασία ολοκλη-
ϱώνεται µε την ύπαρξη των στρωµάτων global average pooling, flatten και dense.

3.1 ∆εδοµένα και Προεπεξεργασία

΄Οπως έχει ήδη εξεταστεί στο εισαγωγικό κεφάλαιο, οι µαγνητικές τοµογραφίες του εγκε-
ϕάλου αποτελούν έναν ενδεδειγµένο και αποτελεσµατικό τρόπο για τη διάγνωση της νόσου
Alzheimer. Το σύνολο δεδοµένων που χρησιµοποιήθηκε για την αποπεράτωση της εργασίας
αυτής αποκτήθηκε από το Alzheimer’s Disease Neuroimaging Initiative (ADNI). Το ADNI
αποτελεί µία πρωτοβουλία η οποία παρέχει στους ερευνητές δεδοµένα µελέτης ώστε να ο-
ϱίσουν την εξέλιξη της νόσου Alzheimer. Οι ερευνητές του ADNI συλλέγουν, επικυρώνουν
και χρησιµοποιούν δεδοµένα, συµπεριλαµβανοµένων εικόνων MRI και PET, γενετικής, γνω-
στικών δοκιµασιών, ϐιοδεικτών του CSF και του αίµατος ως προγνωστικών της νόσου. Οι
πόροι και τα δεδοµένα της µελέτης διατίθενται διαδικτυακά και περιλαµβάνουν ασθενείς
µε νόσο Alzheimer, άτοµα µε ήπια γνωστική εξασθένηση και υγιή άτοµα [57]. Το ADNI
προτείνει τη χρήση ενός τυποποιηµένου συνόλου δεδοµένων, το οποίο έχει δηµιουργηθεί
για λόγους συνοχής στις διάφορες ερευνητικές εργασίες που το χρησιµοποιούν, και παρέχει
πολύ ικανοποιητικά αποτελέσµατα σε εφαρµογές συνελικτικών δικτύων. Αυτός είναι και ο
λόγος που επιλέχθηκε το συγκεκριµένο σύνολο δεδοµένων.

Οι συνολικά 3523 µαγνητικές τοµογραφίες που αποκτήθηκαν ήταν αρχικά σε µορφή
NIfTI, το οποίο αποτελεί έναν τύπο αρχείου που χρησιµοποιείται στην απεικόνιση ιατρικών
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εικόνων που αφορούν στην νευροεπιστήµη. Για λόγους ευκολίας και απλοποίησης της υ-
λοποίησης, έγινε τροποποίηση της µορφής NIfTI σε PNG. Επειδή η NIfTI µορφή είναι µία
τρισδιάστατη µέθοδος απεικόνισης, για την µετατροπή σε PNG, η οποία είναι µία δισδιάστατη
απεικόνιση, έπρεπε να επιλεγεί ο κατάλληλος άξονας κατά µήκος του οποίου ϑα γινόταν ο
¨τεµαχισµός¨ της τρισδιάστατης απεικόνισης. ΄Οπως αναφέρθηκε και στο κεφάλαιο της εισα-
γωγής, η πιο αντιπροσωπευτική απεικόνιση για τη νόσο Alzheimer γίνεται στις στεφανιαίες
τοµές της µαγνητικής τοµογραφίας του εγκεφάλου, εποµένως ο ¨τεµαχισµός¨ επιλέχθηκε να
γίνει κατά µήκος του άξονα y. ΄Ετσι για καθεµία από τις αρχικές τοµογραφίες προέκυψαν
έως και 200 (ο αριθµός διαφέρει ανά τοµογραφία) slices και χωρίστηκαν σε τρεις κλάσεις
κατά αυτόν τον τρόπο:

• AD (Alzheimer’s Disease): MRIs ατόµων που νοσούν από τη νόσο Alzheimer (698
MRIs)

• MCI (Mild Cognitive Impairment): MRIs ατόµων µε ήπια γνωστική εξασθένηση
(1673 MRIs)

• CN (Cognitively Normal): MRIs υγιών ατόµων (1152 MRIs)

3.2 Επαύξηση ∆εδοµένων (Data Augmentation)

Η επαύξηση δεδοµένων ακολουθεί την προσέγγιση της δηµιουργίας πρόσθετων δεδο-
µένων εκπαίδευσης από τα υπάρχοντα παραδείγµατα µε την επαύξησή τους, χρησιµοποι-
ώντας τυχαίους µετασχηµατισµούς που παράγουν αληθοφανείς εικόνες. Αυτό ϐοηθάει στην
έκθεση του µοντέλου σε περισσότερες πτυχές των δεδοµένων και στην καλύτερη γενίκευσή
του.

Η επαύξηση δεδοµένων αποτελεί ένα τρόπο αντιµετώπισης της υπερ-εκπαίδευσης, η ο-
ποία συµβαίνει είτε όταν το σύνολο δεδοµένων δεν είναι επαρκές είτε όταν εκείνο απαρτίζεται
από όµοια δεδοµένα εκπαίδευσης, γεγονός που συµβαίνει στο σύνολο δεδοµένων της παρο-
ύσας εργασίας. Οι τροποποιήσεις που πραγµατοποιούνται κατά την εφαρµογή της µεθόδου
έγκειται σε διάφορα χαρακτηριστικά των εικόνων όπως η κλίση, η µεγέθυνση, ο προσανατο-
λισµός κ.α., συµβάλλοντας έτσι στην αρτιότερη εκπαίδευση του µοντέλου [58].

3.3 ResNet

Τα ϐαθιά συνελικτικά δίκτυα έχουν οδηγήσει σε µια σειρά από ανακαλύψεις όσον αφορά
στην ταξινόµηση των εικόνων. Ποικίλες µελέτες έχουν αναδείξει τον παράγοντα του ϐάθους
ενός δικτύου ως υψίστης σηµασίας για την απόδοση του µοντέλου [59], [60]. Ενώ πολλαπλές
εργασίες οπτικής αναγνώρισης έχουν επωφεληθεί από µοντέλα µε µεγάλο ϐάθος, εκείνο
ελλοχεύει τον κίνδυνο της εξαφάνισης ή έκρηξης της κλίσης (vanishing, exploding gradient),
δυσχεραίνοντας την διαδικασία της εκπαίδευσης του µοντέλου. Το πρόβληµα αυτό έχει
αντιµετωπιστεί σε µεγάλο ϐαθµό µε τη συνδροµή της κανονικοποιηµένης αρχικοποίησης και
των ενδιάµεσων στρωµάτων κανονικοποίησης , τα οποία επιτρέπουν σε δίκτυα µε δεκάδες
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στρώµατα να αρχίσουν να συγκλίνουν στον stochastic gradient descent µε οπισθοδιάδοση
[61].

Βέβαια, οι τεχνικές που προαναφέρθηκαν δεν επαρκούν πάντα ώστε να ϐελτιωθεί η επίδο-
ση του δικτύου. ΄Οταν τα ϐαθύτερα δίκτυα είναι σε ϑέση να αρχίσουν να συγκλίνουν, δη-
µιουργείται ένα πρόβληµα υποβάθµισης (degradation problem): µε την αύξηση του ϐάθους
του δικτύου, η ακρίβεια µπορεί να κορεστεί και στη συνέχεια υποβαθµίζεται ϱαγδαία.

Οι αρχιτεκτονικές τύπου ResNet, εισάγοντας την έννοια της Υπολειπόµενης Εκµάθησης
(Residual Learning), επιτυγχάνουν υψηλού επιπέδου αποτελέσµατα, διατηρώντας µεγάλο
ϐάθος στα δίκτυα.

3.3.1 Υπολειπόµενη Εκµάθηση (Residual Learning)

Θεωρούµε H(x) µία υποκείµενη χαρτογράφηση που πρέπει να ενσωµατωθεί σε κάποια
στοιβαγµένα στρώµατα (όχι απαραίτητα σε όλο το δίκτυο), µε το x να συµβολίζει τις εισόδους
στο πρώτο από αυτά τα στρώµατα. Υποθέτοντας πως πολλαπλά µη γραµµικά στρώµατα
µπορούν να προσεγγίσουν ασυµπτωτικά πολύπλοκες συναρτήσεις, τότε µπορούν να πράξουν
αναλόγως και για υπολειπόµενες συναρτήσεις όπως είναι η H(x) − x. Εποµένως, αντί τα
στοιβαγµένα στρώµατα να προσεγγίζουν τηνH(x), εκείνα προσεγγίζουν την F (x) := H(x)−x.
Με τον νέο αυτό ορισµό η αρχική συνάρτηση ισοδυναµεί µε F (x) + x.

Η ανάγκη για αυτόν τον ανασχηµατισµό γεννήθηκε λόγω του προβλήµατος υποβάθµισης
που αναφέρθηκε ανωτέρω. Αν κάποια επιπλέον επίπεδα κατασκευάζονται ως χαρτογρα-
ϕήσεις ταυτότητας (identity mappings), ένα ϐαθύτερο µοντέλο δεν ϑα πρέπει να έχει σφάλµα
εκµάθησης µεγαλύτερο από εκείνο που εµφανίζεται σε στρώµατα ανώτερων επιπέδων. Το
πρόβληµα υποβάθµισης δυσκολεύει την προσέγγιση χαρτογραφήσεων ταυτότητας από πολ-
λαπλά µη γραµµικά στρώµατα. Με την υπολειπόµενη εκµάθηση, αν η χαρτογραφήσεις
ταυτότητας είναι ϐέλτιστη, τα ϐάρη των µη γραµµικών αυτών στρωµάτων µπορούν να ανα-
χθούν στο µηδέν ώστε να την πλησιάσουν.

3.3.2 Χαρτογράφηση Ταυτότητας µε Συντοµεύσεις (Identity Mapping by Short-

cuts)

Ορίζουµε ένα δοµικό block ως εξής :

y = F (x, {Wi}) + x (3.1)

Τα x, y συµβολίζουν τα διανύσµατα εισόδου και εξόδου των στρωµάτων, ενώ η συνάρτηση
F (x, {Wi}) την υπολειπόµενη χαρτογράφηση στην οποία πρέπει να γίνει εκµάθηση. Στο
παρακάτω σχήµα απεικονίζεται η αρχιτεκτονική ενός δοµικού block.

Βάσει του παραπάνω σχήµατος όπου το block διαθέτει δύο στρώµατα, η συνάρτηση
διαµορφώνεται ως F = W2σ (W1x) µε το σ να συµβολίζει την συνάρτηση ενεργοποίησης
ReLU (οι πολώσεις παραλείπονται για απλοποίηση). Η πράξη F + x πραγµατοποιείται µέσω
µίας σύνδεσης συντόµευσης και πρόσθεσης ανά στοιχείο. Οι συνδέσεις συντόµευσης από
την εξίσωση 3.1 δεν επιβαρύνουν το µοντέλο ούτε µε επιπλέον παραµέτρους αλλά ούτε και
µε υπολογιστική πολυπλοκότητα.
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Εικόνα 3.1: Αρχιτεκτονική ενός δοµικού block [9]

Οι διαστάσεις του x και της F ϑα πρέπει να ταυτίζονται, ειδάλλως συντελείται γραµµική
προβολή Ws από τις συνδέσεις συντόµευσης ώστε να ταιριάζουν οι διαστάσεις :

y = F (x, {Wi}) +Wsx (3.2)

Παράλληλα µπορεί να χρησιµοποιηθεί ένας τετραγωνικός πίνακας Ws στην εξίσωση 3.1,
όµως ϐάσει πειραµάτων που έχουν εξαχθεί, αποδεικνύεται ότι η χαρτογράφηση ταυτότη-
τας αποτελεί µία επαρκή και οικονοµική µέθοδο για την αντιµετώπιση του προβλήµατος
υποτίµησης.

Εικόνα 3.2: Αρχιτεκτονική των µοντέλων τύπου ResNet [9]

3.3.3 Εφαρµογές

Τα δίκτυα τύπου Resnet, όπως το ResNet50 που έχει χρησιµοποιηθεί στην παρούσα
εργασία, έχουν πολυάριθµες εφαρµογές κυρίως σε προβλήµατα κατηγοριοποίησης εικόνων.
Πιο συγκεκριµένα η χρήση τους έγκειται συχνά σε ιατρικές απεικονίσεις όπως είναι ο εντο-
πισµός και η κατηγοριοποίηση όγκων του εγκεφάλου [62], [63] αλλά και η διάγνωση της
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νόσου Alzheimer µέσω εγκεφαλικών µαγνητικών τοµογραφιών [64].

3.4 DenseNet

Τα δίκτυα τύπου DenseNet καλούνται να επιλύσουν το ίδιο πρόβληµα µε παραπάνω,
δηλαδή εκείνο της εξαφάνισης ή έκρηξης κλίσης που σηµειώνεται στα ϐαθιά συνελικτικά
δίκτυα. Τόσο η αρχιτεκτονική ResNet όσο και άλλες που έχουν προταθεί για την αντιµετώπι-
ση αυτού του Ϲητήµατος, δηµιουργούν σύντοµα µονοπάτια από τα ανώτερα στα κατώτερα
στρώµατα.

Τα δίκτυα DenseNet προτείνουν µία αρχιτεκτονική που ϐασίζεται σε ένα απλό µοτίβο συν-
δεσιµότητας : για να εξασφαλιστεί η µέγιστη δυνατή ϱοή πληροφοριών µεταξύ των επιπέδων
του δικτύου, όλα τα επίπεδα (µε αντίστοιχα µεγέθη χαρτών χαρακτηριστικών) συνδέονται α-
πευθείας µεταξύ τους. Για να διατηρηθεί ο χαρακτήρας της πρόσθιας διάδοσης, κάθε στρώµα
λαµβάνει πρόσθετες εισόδους από όλα τα προηγούµενα στρώµατα και διαβιβάζει τους δικούς
του χάρτες χαρακτηριστικών σε όλα τα επόµενα στρώµατα. Η εικόνα 3.3 απεικονίζει σχη-
µατικά αυτή τη διάταξη. Είναι κεφαλαιώδους σηµασίας ότι, σε αντίθεση µε τα ResNets, δεν
συνδυάζονται ποτέ χαρακτηριστικά µέσω της άθροισης προτού περάσουν σε ένα επίπεδο.
Αντίθετα, συνδυάζονται µε τη συνένωσή τους [10].

Εικόνα 3.3: ΄Ενα dense block 5 στρωµάτων µε ϱυθµό ανάπτυξης κ = 4. Κάθε στρώµα
λαµβάνει ως είσοδο όλους τους προηγούµενους χάρτες χαρακτηριστικών [10]

3.4.1 Πυκνή συνδεσιµότητα (Dense connectivity)

΄Οπως αναφέρθηκε και παραπάνω, στο παρόν µοντέλο προτείνεται η απευθείας σύνδεση
ενός στρώµατος µε όλα τα ακόλουθά του. ΄Ετσι το ℓ -οστό στρώµα ϑα λαµβάνει τους χάρτες
χαρακτηριστικών όλων των προγενέστερων στρωµάτων x0, . . . , xℓ−1, σαν είσοδο:

xℓ = Hℓ ([x0, x1, . . . , xℓ−1]) (3.3)
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όπου τα [x0, . . . , xℓ−1] αφορούν στη συνένωση των χαρτών χαρακτηριστικών που παράγο-
νται στα στρώµατα 0, . . . , ℓ − 1. Για λόγους ευκολίας στην υλοποίηση, συνενώνουµε τις
πολλαπλές εισόδους της Hℓ(·) σε έναν µεµονωµένο τανυστή.

3.4.2 Σύνθετη συνάρτηση (Composite function)

Σύµφωνα µε όσα αναλύονται στο [65], η συνάρτηση Hℓ(·) ορίζεται σαν µία σύνθετη συνάρ-
τηση η οποία απαρτίζεται από τρεις διαδοχικές συναρτήσεις : την κανονικοποίηση παρτίδας
(batch normalization), την συνάρτηση ενεργοποίησης ReLU και µία 3 × 3 συνέλιξη.

3.4.3 Στρώµατα Συσσώρευσης (Pooling layers)

Η συνάρτηση συνένωσης της σχέσης 3.3 δεν είναι ϐιώσιµη όταν το µέγεθος των χαρτών χα-
ϱακτηριστικών µεταβάλλεται. Για το λόγο αυτό, η υποδειγµατοληψία, η οποία περιγράφηκε
και στο προηγούµενο κεφάλαιο, αποτελεί αναπόσπαστο κοµµάτι των συνελικτικών δικτύων.
Για να διευκολυνθεί η διαδικασία αυτή, το δίκτυο χωρίζεται σε πολυάριθµα dense blocks,
στα οποία συναντάται πυκνή διασύνδεση. Η δοµή ενός δικτύου τύπου DenseNet µε την
ύπαρξη των dense blocks παρουσιάζεται στην εικόνα 3.4. Τα στρώµατα ανάµεσα σε δύο
γειτονικά blocks αναφέρονται σαν στρώµατα µετάβασης (transition layers) και µεταβάλλουν
τον χάρτη χαρακτηριστικών µέσω της συνέλιξης και της συσσώρευσης.

Εικόνα 3.4: ΄Ενα δίκτυο DenseNet µε τρία dense blocks. Τα στρώµατα ανάµεσα σε δύο
γειτονικά blocks αναφέρονται σαν στρώµατα µετάβασης [10]

3.4.4 Ρυθµός ανάπτυξης (Growth rate)

Αν κάθε συνάρτηση Hℓ(·) παράγει k χάρτες χαρακτηριστικών, τότε το ℓ -οστό στρώµα ϑα
έχει k0 + k × (ℓ − 1) χάρτες χαρακτηριστικών, όπου το k0 ϑα είναι ο αριθµός των καναλι-
ών στο στρώµα εισόδου. Η υπερ-παράµετρος k αναφέρεται ως ϱυθµός ανάπτυξης (growth

rate) του δικτύου. Με έναν σχετικά µικρό ϱυθµό ανάπτυξης µπορεί να επιτευχθεί ένα άρτιο
αποτέλεσµα, γεγονός που οφείλεται στο ότι κάθε στρώµα έχει πρόσβαση σε όλους τους προη-
γούµενους χάρτες χαρακτηριστικών και των block τους, και κατέπέκταση στην ¨συνολική
γνώση¨ του δικτύου. Αν οι χάρτες χαρακτηριστικών ϑεωρηθούν ως η συνολική κατάσταση
του δικτύου κάθε στρώµα της προσθέτει k χάρτες χαρακτηριστικών του, ο ϱυθµός ανάπτυξης
ϱυθµίζει τη συµβολή κάθε στρώµατος στην ποσότητα καινούριας πληροφορίας στην συνολική
αυτή κατάσταση.

3.4.5 Στρώµατα Συµφόρησης (Bottleneck layers)

Παρόλο που το κάθε στρώµα έχει ως έξοδο k χάρτες χαρακτηριστικών, έχει πολύ περισ-
σότερες εισόδους. Στις ϐιβλιογραφικές πηγές [66], [67] αναφέρεται ότι µία 1 × 1 συνέλιξη
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µπορεί να ϑεωρηθεί σαν στρώµα συµφόρησης (bottleneck layer) πριν κάθε 3 × 3 συνέλι-
ξη περιορίσει τον αριθµό των χαρτών χαρακτηριστικών της εισόδου, ϐελτιώνοντας έτσι την
υπολογιστική απόδοση του µοντέλου.

3.4.6 Συµπίεση (Compression)

Για να ενισχυθεί περαιτέρω η ύπαρξη ενός συµπαγούς δικτύου, ο αριθµός των χαρτών
χαρακτηριστικών µπορεί να µειωθεί στα στρώµατα µετάβασης. Αν ένα dense block περιέχει
m χάρτες χαρακτηριστικών, επιτρέπουµε στο επόµενο στρώµα µετάβασης να δηµιουργήσει
⌊θm⌋ χάρτες χαρακτηριστικών ως έξοδο, όπου το 0 < θ ≤ 1 συµβολίζει τον παράγοντα
συµπίεσης. ΄Οταν το θ = 1, ο αριθµός των χαρτών στα στρώµατα µετάβασης παραµένει
αµετάβλητος.

Εικόνα 3.5: Αρχιτεκτονική των µοντέλων τύπου DenseNet [10]

3.4.7 Εφαρµογές

Στην επιλογή των δικτύων τύπου DenseNet, και ειδικότερα του DenseNet-121, συνέβαλε
το γεγονός ότι συναντάται σε ποικίλες εφαρµογές κατηγοριοποίησης εικόνων και εντοπισµού
εγκεφαλικών αλλοιώσεων µέσω µαγνητικών απεικονίσεων [68], [69].

3.5 EfficientNet

Το EfficientNet αποτελεί µία αρχιτεκτονική δικτύου που προτείνεται στο [11]. Τα συνελι-
κτικά νευρωνικά δίκτυα συνήθως αναπτύσσονται µε σταθερό προϋπολογισµό πόρων, και στη
συνέχεια αναβαθµίζονται για µεγαλύτερη ακρίβεια αν περισσότεροι πόροι είναι διαθέσιµοι.
΄Επειτα από συστηµατική έρευνα που έχει διεξαχθεί για την κλιµάκωση των µοντέλων, έχει
αποδειχθεί πως η προσεκτική εξισορρόπηση του ϐάθους, του πλάτους και της ανάλυσης του
δικτύου µπορεί να οδηγήσει σε καλύτερες επιδόσεις. Την ιδιότητα αυτή εκµεταλλεύεται η
αρχιτεκτονική των δικτύων τύπου EfficientNet, παρουσιάζοντας µία νέα µέθοδο κλιµάκωσης

∆ιπλωµατική Εργασία 57



Κεφάλαιο 3. Ανάλυση Μεθοδολογίας

που κλιµακώνει οµοιόµορφα όλες τις διαστάσεις του ϐάθους/πλάτους/ανάλυσης και εφαρ-
µόζοντάς την µε αποτελεσµατικότητα σε δίκτυα τύπου MobileNet [70] και ResNet. Αξίζει
να αναφερθεί ότι τα δίκτυα EfficientNet όχι µόνο επιτυγχάνουν εξαιρετική ακρίβεια αλλά
συχγρόνως διαθέτουν µικρότερο µέγεθος και µεγαλύτερη ταχύτητα.

΄Οπως λοιπόν προαναφέρθηκε, για την ανάπτυξη του EfficientNet, προτάθηκε µία απλή
αλλά αποτελεσµατική µέθοδος σύνθετης κλιµάκωσης (compound scaling method), σύµφωνα
µε την οποία τα µεγέθη του ϐάθους, του πλάτους και της ανάλυσης κλιµακώνονται οµοιόµορ-
ϕα µε ένα σύνολο σταθερών συντελεστών κλιµάκωσης. Για παράδειγµα, αν χρησιµοποιηθούν
2N ϕορές περισσότερους υπολογιστικούς πόρους, τότε απλώς ϑα αυξηθεί το ϐάθος κατά αN ,
το πλάτος κατά �N και το µέγεθος της εικόνας κατά γN , όπου α, �, γ είναι οι σταθεροί συντε-
λεστές που έχουν οριστεί ϐάσει ενός grid search.

Εικόνα 3.6: Συµβατικές µέθοδοι κλιµάκωσης (a-d), σε αντίθεση µε την µέθοδο σύνθετης κλι-
µάκωσης (e) [11]

Στην µέθοδο σύνθετης κλιµάκωσης χρησιµοποιείται ένας σύνθετος συντελεστής φ που
κλιµακώνει οµοιόµορφα τις διαστάσεις σύµφωνα µε τον παρακάτω τρόπο:

• Βάθος : d = αφ

• Πλάτος : w = �φ

• Ανάλυση: r = γφ

∆ιαισθητικά, ο καθορισµός του παράγοντα φ έγκειται στη διακριτική ευχέρεια του χρήστη
και ορίζει πόσοι πόροι είναι διαθέσιµοι για την κλιµάκωση του µοντέλου, ενώ τα α, �, γ

αποφασίζουν πώς ϑα ανατεθούν αυτοί οι επιπλέον πόροι στις διαστάσεις του δικτύου.
Τα FLOPS (Floating-point Operations per Second) µίας συµβατικής συνέλιξης είναι α-

νάλογα των d, w2, r2, ενώ µε τη µέθοδο σύνθετης κλιµάκωσης ο συνολικός αριθµός των
FLOPS αυξάνεται κατά

(
α · �2 · γ2

)φ
. Βάσει της προτεινόµενης µεθόδου ο παράγοντας

(
α · �2 · γ2

)
περιορίζεται στο α ·�2 ·γ2 ≈ 2 έτσι ώστε για κάθε νέο φ, ο αριθµός των των FLOPS να αυξάνεται
περίπου κατά 2φ.

Με τη συνδροµή του [71], αναπτύχθηκε το ϐασικό δίκτυο, αξιοποιώντας µία αναζήτηση
στο δίκτυο που ϐελτιστοποιεί τόσο την ακρίβεια όσο και τα FLOPS. Ο στόχος ϐελτιστοποίησης
ορίζεται ως :

58 ∆ιπλωµατική Εργασία



3.5.1 Mobile inverted bottleneck MBConv

ACC(m) × [FLOPS(m)/T ]w (3.4)

όπου:

• m: το µοντέλο

• ACC(m): η ακρίβεια του µοντέλου m

• FLOPS(m): τα FLOPS του µοντέλου m

• T : τα FLOPS - στόχοι

• w: υπερ-παράµετρος που ελέγχει την αντιστάθµιση µεταξύ της ακρίβειας και των
FLOPS και ισούται µε -0.07

Με αυτόν τον τρόπο, παράγεται ένα αποτελεσµατικό δίκτυο το οποίο ονοµάστηκε EfficientNet-
B0 και αποτελεί τη ϐάση των δικτύων τύπου EfficientNet. Τα ϐασικά δοµικά του blocks απο-
τελούν τα mobile inverted bottleneck MBConv [12], στα οποία προστίθεται η ϐελτιστοποίηση
squeeze-and-excitation [13].

Εικόνα 3.7: Η ϐασική αρχιτεκτονική του δικτύου EfficientNet-B0. Κάθε γραµµή περιγράφει
ένα στάδιο i µε L̂i στρώµατα, ανάλυση εισόδου

〈
Ĥi , Ŵi

〉
και έξοδο τα κανάλια Ĉi [11]

3.5.1 Mobile inverted bottleneck MBConv

΄Ενα inverted residual block, το οποίο συχνά αναφέρεται ως MBConv block, είναι ένας
τύπος residual block, ο οποίος εφαρµόζεται σε µοντέλα εικόνας που χρησιµοποιούν µια
ανεστραµµένη δοµή για λόγους αποδοτικότητας. Προτάθηκε αρχικά για την αρχιτεκτονική
MobileNetV2 και έκτοτε επαναχρησιµοποιήθηκε για ποικίλες ϐελτιστοποιήσεις συνελικτικών
µοντέλων όπως είναι το EfficientNet.

΄Ενα παραδοσιακό residual block έχει µια ευρεία→ στενή→ ευρεία δοµή µε τον αριθµό
των καναλιών. Η είσοδος έχει µεγάλο αριθµό καναλιών, τα οποία συµπιέζονται µε µια
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συνέλιξη 1× 1. Ο αριθµός των καναλιών στη συνέχεια αυξάνεται ξανά µε µια 1× 1 συνέλιξη,
ώστε να µπορούν να προστεθούν η είσοδος και η έξοδος.

Αντίθετα, στο inverted residual block ακολουθείται µια στενή→ ευρεία→ στενή προσέγ-
γιση, για αυτό λαµβάνει χώρα και η αντιστροφή. Πρώτα διευρύνεται µε µια 1 × 1 συνέλιξη,
στη συνέχεια χρησιµοποιείται µια 3 × 3 συνέλιξη ϐάθους (η οποία µειώνει σηµαντικά τον
αριθµό των παραµέτρων) και τέλος εφαρµόζεται µια 1× 1 συνέλιξη για να µειωθεί ο αριθµός
των καναλιών ώστε να µπορούν να προστεθούν η είσοδος και η έξοδος [72].

Εικόνα 3.8: Residual block [12]

Εικόνα 3.9: Inverted residual block [12]

3.5.2 Squeeze-and-excitation

Το squeeze-and-excitation block είναι µια αρχιτεκτονική µονάδα που έχει σχεδιαστεί για
να ϐελτιώσει την αντιπροσωπευτική ισχύ ενός δικτύου επιτρέποντάς του να εκτελεί δυναµική
αναβαθµονόµηση χαρακτηριστικών ανά κανάλι. Η διαδικασία που ακολουθείται από τη
µέθοδο είναι η εξής [73]:

• Το block έχει ως είσοδο ένα συνελικτικό block.

• Κάθε κανάλι συµπιέζεται σε µια ενιαία αριθµητική τιµή µε τη χρήση της συσσώρευσης
µε ϐάση τον µέσο όρο (average pooling).
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• ΄Ενα πυκνό στρώµα (dense layer) ακολουθούµενο από µία συνάρτηση ενεργοποίησης
ReLU προσθέτει µη γραµµικότητα και η πολυπλοκότητα των καναλιών εξόδου µειώνε-
ται κατά µία αναλογία.

• ΄Ενα άλλο πυκνό στρώµα ακολουθούµενο από µία σιγµοειδή συνάρτηση ενεργοποίησης
δίνει σε κάθε κανάλι µια οµαλή συνάρτηση πύλης.

• Τέλος, κάθε χάρτης χαρακτηριστικών του συνελικτικού block σταθµίζεται συναρτήσει
του πλευρικού δικτύου.

Εικόνα 3.10: Squeeze-and-excitation block [13]

3.5.3 Εφαρµογές

΄Οπως και τα προηγούµενα µοντέλα, έτσι και τα δίκτυα τύπου EfficientNet, συµπεριλαµ-
ϐανοµένου του EfficientNet-B0 που χρησιµοποιήθηκε στην προκείµενη περίπτωση, έχουν
σηµειώσει υψηλές επιδόσεις (υψηλότερες µάλιστα από τα προγενέστερα µοντέλα) στις διάφο-
ϱες εφαρµογές επεξεργασίας και ανάλυσης µαγνητικών τοµογραφιών του εγκεφάλου [74],
[75].

3.6 CNN - RNN

Ο συνδυασµός CNN και RNN αρχιτεκτονικών για την πραγµατοποίηση µίας εργασίας
κατηγοριοποίησης εικόνων, αποτελεί ένα ιδιαίτερα αποτελεσµατικό υβριδικό µοντέλο που
χρησιµοποιείται ευρεύως [76], [77], [78]. Αφενός τα CNN αξιοποιούν τη χωρική διάσταση της
εισόδου, εξάγοντας τα χαρακτηριστικά των δεδοµένων και αφετέρου τα RNN εκµεταλλεύονται
τη χρονική τους διάσταση όταν πρόκειται για ακολουθιακά δεδοµένα, όπως συµβαίνει στην
περίπτωση της παρούσας εργασίας.

Στο προκείµενο µοντέλο, το σύνολο δεδοµένων δόθηκε ως είσοδος σε ένα συνελτικτικό
δίκτυο ώστε να εντοπιστούν και να εξαχθούν τα χωρικά χαρακτηριστικά των εικόνων των
τοµογραφιών. ΄Οπως έχει ήδη επισηµανθεί, τα συνελικτικά δίκτυα που χρησιµοποιήθηκαν
για να εξυπηρετήσουν αυτό το σκοπό είναι τα ResNet50, DenseNet121 και EfficientNet-B0.
Στη συνέχεια προστέθηκε επιπλέον ένα στρώµα global average pooling.

Η έξοδος που παράχθηκε από την ανωτέρω διαδικασία τροφοδοτήθηκε σε ένα time dis-
tributed στρώµα το οποίο αποτελεί µία εφαρµογή των LSTM ανατροφοδοτούµενων δικτύων.
Το στρώµα αυτό εφαρµόζεται σε κάθε ένα από τα χρονικά ακολουθιακά δεδοµένα και συµβάλ-
λει στην περάτωση της διαδικασίας της συνέλιξης των δεδοµένων, διατηρώντας την χρονική
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τους ακεραιότητα [79], [80]. ΄Επειτα από πειράµατα που έγιναν, ο αριθµός των GRU(Gated
Recurrent Unit) ορίστηκε στο 8 καθώς µας έδινε τα καλύτερα αποτελέσµατα.

Η διαδικασία αυτή ακολουθήθηκε από την ύπαρξη ενός στρώµατος flatten ώστε να µειω-
ϑεί η διάσταση των διανυσµάτων σε 1, ϐήµα το οποίο απαιτείται για την τελική εισαγωγή σε
ένα dense στρώµα που ϑα παράγει το τελικό αποτέλεσµα.
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Κεφάλαιο 4

Πειραµατική ∆ιαδικασία

4.1 Μέθοδοι και Παραµετροποίηση

Για την διεκπεραίωση της µεθοδολογίας που αναλύθηκε στο προηγούµενο κεφάλαιο,
κεφαλαιώδους σηµασίας είναι η ορθή παραµετροποίηση για την εξαγωγή των ϐέλτιστων δυ-
νατών αποτελεσµάτων. Οι παράµετροι που ορίστηκαν στα πειράµατα της παρούσας εργασίας
προέκυψαν έπειτα από εµπειρικές δοκιµές.

Αρχικά το µέγεθος των slices που αντιστοιχούν σε κάθε µαγνητική τοµογραφία ορίστηκε
σε 224×224 και στη συνέχεια δηµιουργούνται δύο αντίγραφα κάθε slice ώστε να αποκτήσουν
τελική διάσταση 224 × 224 × 3. Αυτό συµβαίνει καθώς τα συνελικτικά δίκτυα στα οποία
εισάγονται εν συνεχεία τα slices λαµβάνουν ως είσοδο εικόνες µε 3 κανάλια.

Επιπλέον δηµιουργήθηκε µία µάσκα ώστε να γίνεται padding στον αριθµό των slices και
η παράµετρος max pad len ϱυθµίστηκε στο 200, καθώς όπως ϕαίνεται και από την εικόνα
4.1, ο αριθµός των slices ανά MRI σε κάθε κλάση δεν υπερβαίνει τον αριθµό αυτόν, εποµένως
δεν υπάρχει απώλεια πληροφορίας.

Εικόνα 4.1: Αριθµός των slices ανά MRI σε καθεµία από τις κλάσεις AD, MCI, CN

Ο διαχωρισµός του συνόλου δεδοµένων σε σύνολο εκπαίδευσης (training set) και σύνολο
επαλήθευσης (validation set) έγινε ως εξής : 70% (training set) και 30% (validation set). Το
σύνολο εκπαίδευσης υφίσταται ώστε να µπορέσει να εκπαιδευτεί το µοντέλο σε ένα σύνολο δε-
δοµένων, ενώ το σύνολο επαλήθευσης ελέγχει την ικανότητα του µοντέλου να πραγµατοποιεί
ορθή κατηγοριοποίηση σε δεδοµένα που δεν έχει επεξεργαστεί ξανά.

Παράλληλα, όσον αφορά στην επαύξηση δεδοµένων στην οποία έχει γίνει αναφορά πα-
ϱαπάνω, επιλέχθηκε rotation (περιστροφή) κατά 28 µοίρες, αφού το επιθυµητό είναι να
υπάρχει επαρκής διαφοροποίηση της µετασχηµατισµένης εικόνας από την αρχική ώστε να
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µην λαµβάνονται ως ταυτόσηµες από το δίκτυο, αλλά όχι πολύ µεγάλη ώστε να αλλοιώνεται
το περιεχόµενό της. Επιπλέον επιλέχθηκε horizontal flip.

Παρόλο που τα συνελικτικά µοντέλα που χρησιµοποιήθηκαν είναι προεκπαιδευµένα στο
σύνολο ImageNet, επειδή αυτό διαθέτει αρκετά διαφορετικά δεδοµένα από αυτά που έχει το
παρόν σύνολο δεδοµένων (δεν διαθέτει ιατρικά δεδοµένα), ορίστηκαν 40 trainable στρώµατα
εκ νέου.

Ο αλγόριθµος ϐελτιστοποίησης που επιλέχθηκε για την εκπαίδευση όλων των µοντέλων
είναι ο Adam, ενώ η συνάρτηση κόστους η sparse categorical crossentropy. Προκειµένου
να ϱυθµιστεί ο ϱυθµός εκπαίδευσης, χρησιµοποιήθηκε η συνάρτηση tf keras optimizers
schedules ExponentialDecay, µε παραµέτρους : initial learning rate, decay steps=10000,
decay rate=0.96, staircase=True.

Τέλος ο αριθµός των εποχών για τα µοντέλα ResNet-50 και DenseNet-121 ορίστηκε στις
30, ενώ για το µοντέλο EfficientNet-B0 στις 20. Ο λόγος που στο τελευταίο οι εποχές ήταν
λιγότερες είναι επειδή έπειτα από πειράµατα αποκαλύφθηκε πως για µεγαλύτερο αριθµό
εποχών γίνεται υπερ-εκπαίδευση αλλοιώνοντας τα αποτελέσµατα.

Το µεγαλύτερο µέρος της εκπαίδευσης του µοντέλου πραγµατοποιήθηκε µε τη χρήση
της ϐιβλιοθήκης Tensorflow της γλώσσας προγραµµατισµού python.

4.2 Μετρικές αξιολόγησης

∆εδοµένου ότι η ακρίβεια χρησιµοποιείται σαν κύρια µετρική αξιολόγησης, η παράµετρος
"metrics" ορίστηκε ως "accuracy". Στο Keras, η ακρίβεια δίνεται από τη σχέση:

Accuracy =
∑n

i=1 Bi

n
(4.1)

όπου n είναι ο αριθµός των δειγµάτων, και η συνάρτηση Bi είναι µία boolean συνάρτηση
που ορίζεται ως εξής :

Bi =

 0, yi
true , yi

predicted

1, yi
true = yi

predicted
(4.2)

δηλαδή παίρνει την τιµή 0 όταν γίνει λανθασµένη πρόβλεψη της ετικέτας ενός δείγµατος,
και την τιµή 1 όταν η πρόβλεψη είναι σωστή [20].

4.3 Αποτελέσµατα

Παρακάτω παρατίθενται διαγραµµατικά τα αποτελέσµατα της κατηγοριοποίησης στις
κλάσεις AD,MCI,CN των συνόλων εκπαίδευσης και επαλήθευσης µε την εφαρµογή των µο-
ντέλων Resnet-50, DenseNet-121, EfficientNet-B0.

Η ακρίβεια εκείνη που αποτελεί τον πιο αντιπροσωπευτικό παράγοντα αξιολόγησης των α-
ποτελεσµάτων είναι η ακρίβεια του συνόλου επαλήθευσης (val accuracy, καθώς καταδεικνύει
την ικανότητα του µοντέλου να προβλέψει σωστά την ετικέτα ενός δείγµατος στο οποίο δεν έχει
εκπαιδευτεί και αντιµετωπίζει πρώτη ϕορά. Λαµβάνοντας υπόψη αυτό, τα αποτελέσµατα που
εξήχθησαν είναι ικανοποιητικά. Ειδικότερα παρατηρούµε ότι το µοντέλο EfficientNet-B0,
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4.3 Αποτελέσµατα

Εικόνα 4.2: Αποτελέσµατα του µοντέλου ResNet-50 στο σύνολο εκπαίδευσης

Εικόνα 4.3: Αποτελέσµατα του µοντέλου ResNet-50 στο σύνολο επαλήθευσης

παρουσίασε εµφανώς καλύτερη απόδοση σε σχέση µε τα άλλα δύο, ενώ το µοντέλο ResNet-
50 ήταν εκείνο που σηµείωσε τη χαµηλότερη ακρίβεια επαλήθευσης, χωρίς όµως αυτή να
είναι απογοητευτική.
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Εικόνα 4.4: Αποτελέσµατα του µοντέλου DenseNet-121 στο σύνολο εκπαίδευσης

Εικόνα 4.5: Αποτελέσµατα του µοντέλου DenseNet-121 στο σύνολο επαλήθευσης

Πίνακας 4.1: Ακρίβεια του συνόλου εκπαίδευσης για τα µοντέλα Resnet-50, DenseNet-121,
EfficientNet-B0
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4.3 Αποτελέσµατα

Εικόνα 4.6: Αποτελέσµατα του µοντέλου EfficientNet-B0 στο σύνολο εκπαίδευσης

Εικόνα 4.7: Αποτελέσµατα του µοντέλου EfficientNet-B0 στο σύνολο επαλήθευσης

Πίνακας 4.2: Ακρίβεια του συνόλου επαλήθευσης για τα µοντέλα Resnet-50, DenseNet-121,
EfficientNet-B0
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Επίλογος
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Κεφάλαιο 5

Επίλογος

5.1 Συµπεράσµατα

Στην παρούσα διπλωµατική εργασία αναπτύχθηκε ένα αξιόπιστο µοντέλο κατηγοριο-
ποίησης µε στόχο τη διάγνωση της νόσου Alzheimer µέσω µαγνητικών τοµογραφιών του
εγκεφάλου. Πολύτιµους αρωγούς στο εγχείρηµα αυτό αποτέλεσαν τόσο η εφαρµογή των
προ-εκπαιδευµένων συνελικτικών δικτύων Resnet-50, DenseNet-121, EfficientNet-B0, και
ιδιαίτερα του τελευταίου που παρουσίασε αξιοσηµείωτη απόδοση, όσο και η ενσωµάτωση
των ανατροφοδοτούµενων νευρωνικών δικτύων. Την χρήση των µοντέλων αυτών πλαισίωσε η
απαραίτητη προ-επεξεργασία που έγινε στα δεδοµένα, η οποία έγκειται στην επιλογή του κα-
τάλληλου άξονα τοµής της µαγνητικής τοµογραφίας, ώστε να αξιοποιηθούν οι σηµαντικότερες
πληροφορίες, καθώς και στην επαύξησή τους ώστε να αποφευχθεί η υπερ-εκπαίδευση του
µοντέλου. Οι παράγοντες αυτοί συντέλεσαν στην δηµιουργία ενός δικτύου το οποίο σηµείωσε
αποτελέσµατα υψηλής ακρίβειας.

5.2 Μελλοντικές Επεκτάσεις

Τα τεχνητά νευρωνικά δίκτυα αποτελούν έναν ϱαγδαία εξελισσόµενο κλάδο και οι ε-
ϕαρµογές τους στις διάφορες πτυχές της ανθρώπινης Ϲωής, έχουν ϐελτιώσει σηµαντικά την
ποιότητά της. Ιδιαίτερα η ενσωµάτωσή τους στην ιατρική και ειδικότερα σε ασθένειες νευ-
ϱολογικής ϕύσεως, όπως είναι το Alzheimer, µπορεί να αποκαλύψει νέους ορίζοντες στην
αντιµετώπισή τους.

Τα αποτελέσµατα της παρούσας εργασίας µπορούν να αποτελέσουν τον ϑεµέλιο λίθο για
διάφορες µελλοντικές επεκτάσεις οι οποίες ϑα ϕέρουν την επιστήµη πιο κοντά στην πρόλη-
ψη και την ϑεραπεία αυτής της νόσου. Αρχικά καίριας σηµασίας ϑα ήταν η υλοποίηση
διαφόρων προσεγγίσεων του ίδιου προβλήµατος µε αυτό που αναπτύχθηκε εδώ. Ο ορισµός
διαφορετικών κλάσεων, η χρήση διαφορετικών συνελικτικών µοντέλων καθώς και η απει-
κόνιση διαφορετικών τοµών του εγκεφάλου αποτελούν κάποιες από τις παραµέτρους µε τις
οποίες µπορεί να γίνει µελλοντικός πειραµατισµός και σύγκριση µε την προκείµενη εργασία.
Παράλληλα, µία προσπάθεια που ϑα µπορούσε να γίνει είναι η παρακολούθηση των ασθε-
νών που κατηγοριοποιήθηκαν µε ήπιες γνωστικές δυσλειτουργίες (MCI), ώστε να διαπιστωθεί
αν µετέπειτα ανέπτυξαν ή όχι τη νόσο Alzheimer, γεγονός που ϑα συνέβαλλε στην πρόληψη
της νόσου για άτοµα µε παρόµοιες εγκεφαλικές αλλοιώσεις. Μία άλλη ενδιαφέρουσα προ-
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Κεφάλαιο 5. Επίλογος

σέγγιση, ϑα ήταν η προσπάθεια αποκάλυψης των µοτίβων εκείνων του εγκεφάλου τα οποία
οδηγούν ϐαθµιαία στην ανάπτυξη του Alzheimer µέσω των τεχνικών ϐαθιάς µάθησης. Αν
επιτευχθεί αυτό, ϑα έχει πραγµατοποιηθεί ένα σηµαντικό ϐήµα στην προσπάθεια ανάσχεσης
των µοτίβων αυτών µέσω του σχεδιασµού της κατάλληλης ϑεραπείας, προλαµβάνοντας έτσι
την εξέλιξη της νόσου.
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