
ΕΘΝΙΚΟ ΜΕΤΣΟΒΙΟ ΠΟΛΥΤΕΧΝΕΙΟ
ΣΧΟΛΗ ΗΛΕΚΤΡΟΛΟΓΩΝ ΜΗΧΑΝΙΚΩΝ ΚΑΙ ΜΗΧΑΝΙΚΩΝ ΥΠΟΛΟΓΙΣΤΩΝ

ΤΟΜΕΑΣ ΣΥΣΤΗΜΑΤΩΝ ΜΕΤΑ∆ΟΣΗΣ ΠΛΗΡΟΦΟΡΙΑΣ ΚΑΙ ΤΕΧΝΟΛΟΓΙΑΣ ΥΛΙΚΩΝ

Ανάπτυξη ερµηνεύσιµου µοντέλου εκτίµησης του κινδύνου
εµφάνισης υπεργλυκαιµικών και υπογλυκαιµικών επεισοδίων µε

χρήση τεχνικών µηχανικής µάθησης

∆ΙΠΛΩΜΑΤΙΚΗ ΕΡΓΑΣΙΑ

της

Νεφέλης Μυροπούλου

Επιβλέπουσα: Κωνσταντίνα Νικήτα
Καθηγήτρια Ε.Μ.Π.

Αθήνα, Μάρτιος 2023





ΕΘΝΙΚΟ ΜΕΤΣΟΒΙΟ ΠΟΛΥΤΕΧΝΕΙΟ
ΣΧΟΛΗ ΗΛΕΚΤΡΟΛΟΓΩΝ ΜΗΧΑΝΙΚΩΝ ΚΑΙ ΜΗΧΑΝΙΚΩΝ ΥΠΟΛΟΓΙΣΤΩΝ
ΤΟΜΕΑΣ ΣΥΣΤΗΜΑΤΩΝ ΜΕΤΑ∆ΟΣΗΣ ΠΛΗΡΟΦΟΡΙΑΣ ΚΑΙ ΤΕΧΝΟΛΟΓΙΑΣ
ΥΛΙΚΩΝ

Ανάπτυξη ερµηνεύσιµου µοντέλου εκτίµησης του κινδύνου
εµφάνισης υπεργλυκαιµικών και υπογλυκαιµικών επεισοδίων µε

χρήση τεχνικών µηχανικής µάθησης

∆ΙΠΛΩΜΑΤΙΚΗ ΕΡΓΑΣΙΑ

της

Νεφέλης Μυροπούλου

Επιβλέπουσα: Κωνσταντίνα Νικήτα
Καθηγήτρια Ε.Μ.Π.

Εγκρίθηκε από την τριµελή επιτροπή την 27η Μαρτίου 2023.

........................................
Κωνσταντίνα Νικήτα
Καθηγήτρια Ε.Μ.Π.

........................................
Αθανάσιος Βουλόδηµος

Επίκουρος Καθηγητής Ε.Μ.Π.

........................................
Γεώργιος Στάµου

Καθηγητής Ε.Μ.Π.

Αθήνα, Μάρτιος 2023



...................................
Νεφέλη Μυροπούλου

∆ιπλωµατούχος Ηλεκτρολόγος Μηχανικός και Μηχανικός Υπολογιστών Ε.Μ.Π.

Copyright © Μυροπούλου Νεφέλη, 2023.
Με επιφύλαξη κάθε δικαιώµατος. All rights reserved.

Απαγορεύεται η αντιγραφή, αποθήκευση και διανοµή της παρούσας εργασίας, εξ΄ ολοκλήρου
ή τµήµατος αυτής, για εµπορικό σκοπό. Επιτρέπεται η ανατύπωση, αποθήκευση και διανοµή
για σκοπό µη κερδοσκοπικό, εκπαιδευτικής ή ερευνητικής ϕύσης, υπό την προϋπόθεση να
αναφέρεται η πηγή προέλευσης και να διατηρείται το παρόν µήνυµα. Ερωτήµατα που αφορούν
τη χρήση της εργασίας για κερδοσκοπικό σκοπό πρέπει να απευθύνονται προς τον συγγραφέα.

Οι απόψεις και τα συµπεράσµατα που περιέχονται σε αυτό το έγγραφο εκφράζουν τον συγ-
γραφέα και δεν πρέπει να ερµηνευθεί ότι αντιπροσωπεύουν τις επίσηµες ϑέσεις του Εθνικού
Μετσόβιου Πολυτεχνείου.



Περίληψη

Ο Σακχαρώδης ∆ιαβήτης (Σ∆) αποτελεί χρόνια ασθένεια µε παγκόσµια εξάπλωση και
σοβαρές επιπλοκές για τους πάσχοντες. Σύµφωνα µε την Παγκόσµια Οµοσπονδία ∆ια-
ϐήτη, ο συνολικός αριθµός νοσούντων µε Σ∆ αναµένεται να ανέλθει ως και τα 643
εκατοµµύρια έως το 2030. Με στόχο την επίτευξη ορθού γλυκαιµικού ελέγχου για την
πρόληψη ή και την καθυστέρηση της εµφάνισης των µακροπρόθεσµων επιπλοκών της
ασθένειας, στην παρούσα εργασία αναπτύχθηκε ερµηνεύσιµο µοντέλο εκτίµησης του
κινδύνου εµφάνισης υπεργλυκαιµικών και υπογλυκαιµικών επεισοδίων σε άτοµα µε
Σακχαρώδη ∆ιαβήτη Τύπου 1 ϐασισµένο στην εφαρµογή υβριδικής προσέγγισης που
συνδυάζει τη χρήση διαµερισµατικών µοντέλων και µεθόδων µηχανικής µάθησης. Για
την ανάπτυξη και την αξιολόγηση του µοντέλου χρησιµοποιήθηκαν δεδοµένα πραγµατι-
κών ασθενών που συλλέχθηκαν στο πλαίσιο του ερευνητικού προγράµµατος ENDORSE
(Τ1Ε∆Κ-03695) και περιλαµβαναν µετρήσεις γλυκοζης, τιµές χορηγηµένης ινσουλινης,
καθώς και πληροφορίες λαµβανόµενων γευµάτων και σωµατικής δραστηριότητας. Με
στόχο την ακριβέστερη αποτύπωση των µηχανισµών απορρόφησης της ινσουλίνης από
τον υποδόριο χώρο στην αιµατική κυκλοφορία, της ενεργοποίησης των ενδοκυτταρι-
κών µονοπατιών µεταβίβασης σήµατος ινσουλίνης και της απορρόφησης της γλυκοζης
γεύµατος από το έντερο στην αιµατική κυκλοφορία, αξιοποιήθηκαν κατάλληλα διαµε-
ϱισµατικά µοντελα που συνδυάστηκαν µε ένα αναδροµικό νευρωνικό δίκτυο µακράς
ϐραχείας µνήµης (Long Short Term Memory Neural Networks – LSTMs). Για την
αποτελεσµατική διαχείριση της µη ισορροπηµένης ϕύσης των δεδοµένων διερευνήθη-
καν ποικίλες τεχνικές εξισορρόπησης των δεδοµένων ϐασισµένες στην υπερδειγµατο-
ληψια. Για την εξαγωγή επεξηγήσεων επί των αποφάσεων του µοντέλου εφαρµόστηκε
η µέθοδος LIME (Local Interpretable Model-agnostic Explanations). Το µοντελο αξιο-
λογήθηκε ως προς τη διακριτική του ικανότητα, καθώς και ως προς την ικανότητά του
να εκτιµά ακριβείς πιθανότητες διακινδύνευσης στις περιπτώσεις υπεργλυκαιµικών και
υπογλυκαιµικών επεισοδίων, ενώ η εφαρµογή της LIME µεθόδου προσέφερε πολύτιµες
πληροφορίες για τον τρόπο λειτουργίας του µοντέλου και ϕανέρωσε πιθανούς τρόπους
περαιτέρω ϐελτίωσής του.

Λέξεις Κλειδιά: σακχαρώδης διαβήτης, µηχανική µάθηση, ϐαθιά µάθηση, µοντέλα
εκτίµησης κινδύνου, υβριδικά µοντέλα, ερµηνευσιµότητα, ερµηνεύσιµη τεχνητή νοη-
µοσύνη, προσοµοίωση ϕυσιολογικών συστηµάτων, διαµερισµατικά µοντέλα



Abstract

Diabetes Mellitus (DM) is a chronic disease characterized by increasing prevalence
and serious complications. According to the International Diabetes Federation, the
total number of DM patients is expected to reach 643 million by 2030. To facilitate
optimal glycemic control and prevent or delay the onset of the long-term compli-
cations of the disease, the present thesis aims at the design, development, and
evaluation of an interpretable model for assessing the risk of hyperglycemic and hy-
poglycemic episodes in people with Type 1 Diabetes Mellitus. The model leverages
a hybrid approach based on the combined use of compartmental models and ma-
chine learning methods. Real-life patient data collected within the framework of the
ENDORSE research program (T1EDK-03695) were used for development and eval-
uation purposes. The considered data included glucose measurements, previously
administered insulin values, as well as meal and physical activity information. In
order to capture the physiological mechanisms of insulin absorption from the sub-
cutaneous space into the blood circulation, the activation of the insulin signaling
pathway and the absorption of meal glucose from the intestine into the blood cir-
culation, appropriate compartmental models were combined with Long Short Term
Memory Neural Networks (LSTMs). Various techniques based on oversampling were
explored towards addressing the unbalanced nature of the used dataset. The LIME
(Local Interpretable Model-agnostic Explanations) method was deployed to derive
explanations on the model’s decisions. The model was assessed in terms of its dis-
crimination ability as well as its ability to produce accurate risk scores in the case
of hyperglycemic and hypoglycemic episodes, whereas the application of the LIME
method provided valuable insights on the most influential features and revealed
potential ways for improving the model’s performance.

Keywords: diabetes mellitus, machine learning, deep learning, risk prediction mod-
els, hybrid models, explainability, explainable artificial intelligence, physiological
models, compartmental models
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Κεφάλαιο 1

Εισαγωγή

1.1 Το ερευνητικό πρόβληµα

Ο Σακχαρώδης ∆ιαβήτης αποτελεί χρόνια πάθηση η οποία χαρακτηρίζεται από υπερ-
ϐολικά υψηλές τιµές γλυκόζης του αίµατος, είτε λόγω περιορισµένης έκκρισης της
ορµόνης ινσουλίνης, είτε λόγω µειωµένης δράσης της, είτε λόγω συνδυασµού των δύο
αυτών παραγόντων. Η ασθένεια σχετίζεται άµεσα µε µακροχρόνια ϐλάβη, δυσλειτουρ-
γία και τελική ανεπάρκεια πληθώρας Ϲωτικών οργάνων, όπως των µατιών, των νεφρών,
των νεύρων, της καρδιάς και αιµοφόρων αγγείων. Σύµφωνα µε τον Παγκόσµιο Οργανι-
σµό Υγείας, τις τελευταίες δεκαετίες ο διαβήτης έχει λάβει χαρακτηριστικά επιδηµίας,
καθώς τα αντίστοιχα περιστατικά ανήλθαν από 108 εκατοµµύρια το 1980, σε 422 εκα-
τοµµύρια το 2014.
Για την αντιµετώπισή του, πέρα από την υιοθέτηση µιας ισορροπηµένης διατροφής και
την πραγµατοποίηση ϕυσικής άσκησης, η ϱύθµιση της γλυκόζης του αίµατος µέσω
τακτικών µετρήσεων και χορήγησης ινσουλίνης, είναι επίσης καίριας σηµασίας. Πα-
ϱόλα αυτά, η γλυκαιµική ϱύθµιση αποτελεί µια απαιτητική και σύνθετη διαδικασία,
καθώς οι τιµές γλυκόζης επηρεάζονται από πληθώρα παραγόντων, µε αποτέλεσµα αυτή
τελικά να γίνεται εµπειρικά και να είναι επιρρεπής σε σφάλµατα. Τα τελευταία χρόνια,
η εφαρµογή µοντέλων µηχανικής µάθησης έχει συµβάλει στην ανάπτυξη ακριβέστερων
µεθόδων γλυκαιµικού ελέγχου που λαµβάνουν υπόψιν σε µεγαλύτερο ϐαθµό τις ατο-
µικές ιδιαιτερότητες της κάθε περίπτωσης, οδηγώντας τελικά σε αποδοτικότερη και πιο
εξατοµικευµένη αντιµετώπιση. Η περαιτέρω εξέλιξη τέτοιων τεχνικών τεχνητής νοηµο-
σύνης ενισχύει τις ελπίδες για µετρίαση των επιπλοκών της πάθησης και ϐελτίωση της
γενικότερης ποιότητας Ϲωής των ασθενών.

1.2 Κίνητρο της εργασίας

Στόχος της παρούσας εργασία αποτελεί η ανάπτυξη ενός ερµηνεύσιµου µοντέλου ε-
κτίµησης του κινδύνου εµφάνισης υπεργλυκαιµικών και υπογλυκαιµικών επεισοδίων,
µε χρήση τεχνικών µηχανικής µάθησης. Η πρόβλεψη αυτή δεν ϑα συνίσταται στην
άµεση εκτίµηση των µελλοντικών τιµών γλυκόζης, αλλά στην εκτίµηση της πιθανότητας
εµφάνισης ενός υπεργλυκαιµικού ή υπογλυκαιµικού επεισοδίου, εντός ενός ορισµένου
µελλοντικού χρονικού διαστήµατος. Ακόµα, κρίνεται σηµαντική η ενσωµάτωση τεχνι-
κών ερµηνευσιµότητας στο τελικό σύστηµα, µε στόχο την ϐαθύτερη κατανόηση του
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τρόπου λειτουργίας του και της διαδικασίας εξαγωγής των αποτελεσµάτων του. Το χα-
ϱακτηριστικό της ερµηνευσιµότητας αποτελεί ολοένα και περισσότερο Ϲητούµενο για
πολλά σύγχρονα µοντέλα µηχανικής µάθησης, ειδικά όταν αυτά επιστρατεύονται στον
τοµέα της υγείας και χρησιµοποιούνται συµβουλευτικά κατά τη λήψη ιατρικών απο-
ϕάσεων. Η παράθεση εξηγήσεων για τις εξόδους ενός µοντέλου ενισχύει την αξιοπιστία
του, δρα ως µέσο επαλήθευσης της ορθής λειτουργίας του και συµβάλλει στον πιο
εύκολο εντοπισµό σφαλµάτων που πιθανώς να εµφανιστούν κατά την εφαρµογή του
µοντέλου σε πραγµατικές, µη πειραµατικές συνθήκες.
Τέλος, η διαθεσιµότητα νέων δεδοµένων που δεν έχουν χρησιµοποιηθεί σε κάποια άλλη
αντίστοιχη έρευνα, έδρασε ως επιπλέον κίνητρο για την διεκπεραίωση της παρούσας
εργασίας. Το νέο αυτό σύνολο δεδοµένων παρέχει πληροφορίες σχετικά µε τα κατα-
γεγραµµένα επίπεδα γλυκόζης του αίµατος, τη ϕυσική δραστηριότητα, την πρόσληψη
ινσουλίνης και υδατανθράκων των συµµετεχόντων. Η συµπερίληψη τέτοιων επιπρόσθε-
των χαρακτηριστικών αναµένεται να ϐελτιώσει την ακρίβεια του µοντέλου πρόβλεψης
γλυκόζης, καθώς οι παραπάνω παράγοντες επηρεάζουν την εµφάνιση ή µη υπεργλυ-
καιµικών και υπογλυκαιµικών επεισοδίων.

1.3 ∆οµή της εργασίας

Το παρόν έγγραφο διαρθρώνεται σε 8 κεφάλαια. Τα πρώτα κεφάλαια αποσκοπούν
στην ϑεωρητική ϑεµελίωση της εργασίας, µέσω ϐαθύτερης κατανόησης της ϕύσης του
σακχαρώδη διαβήτη, αλλά και των µηχανισµών που διέπουν τα τεχνητά νευρωνικά
δίκτυα και τις τεχνικές ερµηνευσιµότητας που εφαρµόζονται. Αντίστοιχα, το 2ο σκέλος
της εργασίας αφορά κυρίως στην πειραµατική διαδικασία που ακολουθείται. Στο τµήµα
αυτό παρατίθενται οι αναπτυσσόµενες µέθοδοι, τα αποτελέσµατα που προέκυψαν, αλλά
και τελικά συµπεράσµατα και παρατηρήσεις.
Αναλυτικότερα:

• Το παρόν κεφάλαιο (Κεφάλαιο 1) αποτελεί µια σύντοµη εισαγωγή, µέσω της οπο-
ίας επιχειρείται η αποσαφήνιση του ερευνητικού προβλήµατος και του κινήτρου
της έρευνας, παράλληλα µε την παρουσίαση της γενικότερης δοµής της εργασίας.

• Στο Κεφάλαιο 2 γίνεται µια γενική επισκόπηση της ασθένειας του σακχαρώδη
διαβήτη. Συγκεκριµένα, παρουσιάζονται οι συχνότεροι τύποι της ασθένειας, τα
αίτια εµφάνισης και τα συµπτώµατα της, καθώς και ϐραχυπρόθεσµες και µακρο-
πρόθεσµες επιπλοκές της. Τέλος, γίνεται αναφορά στους τρόπους διάγνωσης και
ορθής διαχείρισής της.

• Στο Κεφάλαιο 3 διεξάγεται µια εισαγωγή σε ϐασικές έννοιες των τεχνητών νευρω-
νικών δικτύων, µε έµφαση στα αναδροµικά νευρωνικά δίκτυα, τα οποία χρησιµο-
ποιούνται συχνά σε εφαρµογές σαν και αυτή που µελετάται. Ακόµα, αναφέρο-
νται κύριες µέθοδοι εκπαίδευσης και αξιολόγησης µοντέλων µηχανικής µάθη-
σης, πολλές εκ των οποίων εφαρµόζονται και στη συνέχεια, κατά το πειραµατικό
σκέλος.

• Στο Κεφάλαιο 4 παρουσιάζεται η έννοια της ερµηνεύσιµης τεχνητής νοηµοσύνης,
γίνεται ταξινόµησή της και επισηµαίνεται η αξία της στο πεδίο της ϐιοϊατρικής.
Επιπλέον, γίνεται αναφορά σε δύο δηµοφιλείς τεχνικές ερµηνευσιµότητας, LIME
και SHAP.
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• Στο Κεφάλαιο 5 επιχειρείται η ϐαθύτερη κατανόηση και η εξοικείωση µε το ε-
ϱευνητικό πρόβληµα που αντιµετωπίζεται, µέσω επισκόπησης της σχετιζόµενης,
πιο πρόσφατης ϐιβλιογραφίας. ΄Εµφαση δίνεται σε σύγχρονα µοντέλα πρόβλεψης
των επιπέδων γλυκόζης ή υπογλυκαιµικών/υπεργλυκαιµικών επεισοδίων µε τη
χρήση µηχανικής µάθησης. Ειδική αναφορά γίνεται ακόµα σε συστήµατα που
ενσωµατώνουν τεχνικές ερµηνευσιµότητας και µοντέλα προσοµοίωσης ϕυσιολο-
γικών συστηµάτων.

• Στο Κεφάλαιο 6 παρουσιάζονται οι τεχνικές που χρησιµοποιήθηκαν για την επε-
ξεργασία των διαθέσιµων δεδοµένων, καθώς και για την ανάπτυξη και αξιολόγηση
του εφαρµοζόµενου µοντέλου µηχανικής µάθησης.

• Στο Κεφάλαιο 7 παρέχονται και σχολιάζονται τα αποτελέσµατα των πειραµάτων α-
πό την εφαρµογή των προτεινόµενων µεθόδων και αλγορίθµων για τις περιπτώσεις
της υπογλυκαιµίας και της υπεργλυκαιµίας.

• Τέλος, στο Κεφάλαιο 8 συνοψίζονται τα συµπεράσµατα της διπλωµατικής εργα-
σίας και προτείνονται ιδέες για µελλοντική ερευνητική µελέτη.
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Κεφάλαιο 2

Σακχαρώδης ∆ιαβήτης

2.1 Γενικά στοιχεία και ταξινόµηση

Ο Σακχαρώδης ∆ιαβήτης (ή Σ∆ για συντοµία) αποτελεί χρόνιο σύνδροµο µε παγκόσµια
κατανοµή και σοβαρές επιπλοκές για τους πάσχοντες. Σύµφωνα µε την Παγκόσµια
Οµοσπονδία ∆ιαβήτη (International Diabetes Federation), το 2021 οι συνολικές πε-
ϱιπτώσεις ενηλίκων µε Σ∆ ήταν 537 εκατοµµύρια, ενώ οι σχετιζόµενοι ϑάνατοι 6.7
εκατοµµύρια. Αξίζει να σηµειωθεί ακόµα ότι ο συνολικός αριθµός νοσούντων αναµένε-
ται να ανέλθει σε 643 εκατοµµύρια έως το 2030. Τρεις στους τέσσερις ενηλίκους µε
διαβήτη Ϲουν σε χώρες χαµηλού ή µεσαίου εισοδήµατος, ενώ οι µισοί εξ αυτών δεν
έχουν διαγνωστεί. [1] Σε όλες τις µορφές του, ο Σ∆ χαρακτηρίζεται από απορρύθµιση
του µεταβολισµού υδατανθράκων, λιπών και πρωτεϊνών, µε αποτέλεσµα την εµφάνιση
αυξηµένων τιµών γλυκόζης του αίµατος (ή υπεργλυκαιµικών επεισοδίων). ∆ιακρίνε-
ται στο σακχαρώδη διαβήτη τύπου 1, στο σακχαρώδη διαβήτη τύπου 2, στο διαβήτη
κυήσεως και σε άλλους ειδικούς, πιο σπάνιους τύπους.

2.1.1 Σακχαρώδης ∆ιαβήτης Τύπου 1

Ο Σ∆ τύπου 1 ευθύνεται περίπου για το 5%-10% όλων των περιπτώσεων της νόσου.
Στον τύπο αυτό, ο ίδιος ο οργανισµός του ασθενή καταστρέφει σταδιακά τα παγκρε-
ατικά κύτταρα που παράγουν την ορµόνη ινσουλίνη, µέσω αυτοάνοσου µηχανισµού.
∆ίχως τη συγκεκριµένη ορµόνη δεν είναι δυνατή η ϱύθµιση των επιπέδων γλυκόζης στο
αίµα, εποµένως η καθηµερινή, εξωτερική χορήγηση ινσουλίνης κρίνεται απαραίτητη
από την αρχή της ασθένειας. Ο σακχαρώδης διαβήτης τύπου 1 συνήθως εµφανίζεται
σε παιδιά, εφήβους και νεαρούς ενήλικες, αλλά πιο σπάνια µπορεί να εµφανιστεί και
σε µεγαλύτερες ηλικίες. Οι αιτίες εκδήλωσής του δεν είναι σαφώς ορισµένες, παρόλα
αυτά η ύπαρξη περιπτώσεων Σ∆ τύπου 1 ή άλλων αυτοάνοσων νοσηµάτων στο οικο-
γενειακό ιστορικό υγείας, αποτελεί αποδεδειγµένος παράγοντας κινδύνου. Το ϐάρος
και η ϕυσική κατάσταση δεν σχετίζονται άµεσα µε την εµφάνιση του Σ∆ τύπου 1, αν
και συνήθειες όπως η τακτική ϕυσική άσκηση και η υιοθέτηση µιας ισορροπηµένης
διατροφής συµβάλλουν καθοριστικά στην αντιµετώπιση του. [2]
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2.1.2 Σακχαρώδης ∆ιαβήτης Τύπου 2

Ο Σ∆ τύπου 2 συνιστά την σηµαντικότερη πλειοψηφία περιστατικών διαβήτη παγκο-
σµίως (90% - 95%) και προκαλείται λόγω αυξηµένης αντίστασης του οργανισµού στη
δράση της ινσουλίνης. Τα επίπεδα έκκρισης της ορµόνης µπορεί να είναι ϕυσιολογικά
ή και υψηλότερα στα αρχικά στάδια της νόσου, παρόλα αυτά µε την εξέλιξη της, πα-
ύουν να επαρκούν. Στη µεταγενέστερη αυτή ϕάση τα επίπεδα παραγωγής ινσουλίνης
ϕθίνουν και επιβάλλεται η εξωτερική χορήγησή της. Τα συνηθέστερα κλινικά χαρα-
κτηριστικά ασθενών µε Σ∆ τύπου 2 είναι η παχυσαρκία, η µέση ή και προχωρηµένη
ηλικία, η ύπαρξη αντίστοιχου περιστατικού σε συγγενή πρώτου ϐαθµού, καθώς και
η προγενέστερη, σταδιακά ενισχυόµενη υπεργλυκαιµία, µε ήπια ή και καθόλου συµ-
πτώµατα. Ειδικά ο καθιστικός τρόπος Ϲωής και η αδράνεια, σε συνδυασµό µε τη µη
ισορροπηµένη διατροφή που συναντώνται σε πολλές χώρες, ευθύνονται για σηµαντικό
ποσοστό των περιπτώσεων διαβήτη τύπου 2 σήµερα, καθώς και για τη συχνότερη εµ-
ϕάνιση της ασθένειας σε ολοένα και νεότερες ηλικίες. Παρά τα παραπάνω συχνά κοινά
κλινικά χαρακτηριστικά, οι ασθενείς µε Σ∆ τύπου 2 διακατέχονται από αξιοσηµείωτη
ετερογένεια : η νόσος µπορεί να εµφανιστεί σε παιδιά και εφήβους, αλλά και σε πιο
προχωρηµένες ηλικίες, σε παχύσαρκα ή ϕυσιολογικού ϐάρους άτοµα, ενώ παράλληλα
οι περιπτώσεις κυµαίνονται από σχεδόν ασυµπτωµατικές, σε σοβαρές και απειλητικές
για την Ϲωή. Αυτή η ποικιλοµορφία δυσχεραίνει ακόµα περισσότερο τη διαχείριση
του διαβήτη από ειδικούς υγείας και πάσχοντες και ϐαθαίνει την ανάγκη περαιτέρω
εξατοµίκευσής της. [2]

2.1.3 Σακχαρώδης ∆ιαβήτης Κυήσεως

Ο Σ∆ κυήσεως (ή εγκυµοσύνης) είναι ένα τύπος διαβήτη που εµφανίζεται µόνο κατά τη
διάρκεια της κύησης. Αυτή η µορφή διαβήτη επηρεάζει το 3%-9% των εγκυµονούντων
και σχετίζεται µε ορµονικές µεταβολές που συντελούνται κατά τη διάρκεια της εγκυ-
µοσύνης, ειδικά κατά το δεύτερο και τρίτο εξάµηνο αυτής. Το επιπλέον ϐάρος και η
κληρονοµικότητα επίσης αποτελούν παράγοντες κινδύνου. Αν και τα υπεργλυκαιµικά
συµπτώµατα παύουν µετά τη γέννα, σηµαντική µερίδα των γυναικών που εµφανίζουν
Σ∆ κυήσεως στη συνέχεια ϑα εµφανίσουν και Σ∆ τύπου 2, εποµένως η πρόληψη και ο
συστηµατικός έλεγχος είναι κρίσιµης σηµασίας για τα χρόνια που ακολουθούν. Σηµει-
ώνουµε ακόµα ότι στην περίπτωση που η νόσος δεν αντιµετωπιστεί αποτελεσµατικά κατά
τη διάρκεια της κύησης, υπάρχουν αυξηµένες πιθανότητες πρόωρης γέννας ή γέννας
υπέρβαρου ϐρέφους, ενώ το ίδιο το παιδί ϐρίσκεται σε κίνδυνο εκδήλωσης παχυσαρκίας
ή σακχαρώδη διαβήτη τύπου 2 µεγαλώνοντας. [2]

2.2 Μεταβολισµός και οµοιόσταση της γλυκόζης

Από τα παραπάνω ίσως να έχει γίνει ήδη κατανοητή η επίδραση που έχει η περιορι-
σµένη παραγωγή ή/και απορρόφηση της ορµόνης ινσουλίνης στα επίπεδα γλυκόζης
του αίµατος. Παρόλα αυτά, ο µεταβολισµός της γλυκόζης αποτελεί µια σύνθετη διαδι-
κασία, στην οποία εµπλέκονται και άλλες ορµόνες, πέρα από την ινσουλίνη. Με στόχο
την πληρότητα του παρόντος κεφαλαίου και τη ϐαθύτερη κατανόηση της παθολογίας
και πολυπλοκότητας του σακχαρώδους διαβήτη, στη συνέχεια παρουσιάζονται γενικά
στοιχεία για την οµοιόσταση της γλυκόζης, καθώς και για τις ορµόνες που συµµετέχουν
στη διαδικασία αυτή.
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2.2.1 Μεταβολισµός γλυκόζης

Η γλυκόζη αποτελεί τον πιο συνήθη µονοσακχαρίτη και την πιο σηµαντική πηγή ενέρ-
γειας για ϕυτά και Ϲώα. Στους ανθρώπους, η γλυκόζη παράγεται µέσω της πρόσληψης
τροφής και των επιµέρους διαδικασιών της γλυκογονόλυσης και της γλυκονεογένεσης.
΄Οσον αφορά τη διαδικασία πρόσληψης τροφής, οι υδατάνθρακες αποτελούν τη ϐασική
εξωτερική πηγή γλυκόζης. Οι υδατάνθρακες είναι πολυσακχαρίτες που συναντώνται σε
πληθώρα τροφών και κατά το πλείστον στο άµυλο ϕυτικών τροφίµων, όπως τα δηµη-
τριακά, τις πατάτες και το ϱύζι. Λίγα µόλις λεπτά µετά την κατανάλωση υδατανθράκων
έχει ήδη αρχίσει η διαδικασία υδρόλυσής τους σε απλούστερους µονοσακχαρίτες (µε
κυριότερο εξ αυτών τη γλυκόζη), πρώτα από το στοµάχι κι έπειτα από το µικρό έντερο.
Μετά την απορρόφηση της από το µικρό έντερο, η απορρέουσα γλυκόζη εισέρχεται στην
ηπατική πυλαία ϕλέβα και λαµβάνεται απευθείας από το ήπαρ. Εκεί απορροφάται α-
πευθείας ένα τµήµα της γλυκόζης για την εξυπηρέτηση ηπατικών λειτουργιών, ενώ το
µεγαλύτερο µέρος της διέρχεται στην κυκλοφορία του αίµατος για να διανεµηθεί στον
εγκέφαλο, τους µυς και τους υπόλοιπους ιστούς.
Η γλυκόζη κινείται από το διάµεσο υγρό στο εσωτερικό των κυττάρων µε τη ϐοήθεια
της κατηγορίας µεµβρανικών ϕορέων που ονοµάζεται GLUT. Στα κύτταρα, το µεγα-
λύτερο µέρος της εισερχόµενης γλυκόζης καταναλώνεται άµεσα για τη σύνθεση ATP,
της οργανικής ένωσης που χρησιµοποιείται ως το κυτταρικό «ενεργειακό νόµισµα» και
τροφοδοτεί τις περισσότερες κυτταρικές διεργασίες. Η γλυκόζη που δεν χρησιµοποιε-
ίται για ενεργειακή σύνθεση αποθηκεύεται για µελλοντική χρήση, είτε ως το πολυµερές
γλυκογόνο, είτε ως λίπος. Το γλυκογόνο αποτελεί ένα µεγάλο πολυσακχαρίτη και
προκύπτει ως η σύνδεση πολλών επιµέρους µορίων γλυκόζης σε µια διακλαδιζόµενη
αλυσίδα. ΄Οταν είναι απαραίτητο, αποσυντίθεται για να παραχθεί γλυκόζη, µέσω της
οδού που ονοµάζεται γλυκογονόλυση. Οι εκτενέστερες αποθήκες γλυκογόνου εντοπίζο-
νται στο ήπαρ, µε υψηλές συγκεντρώσεις να περιέχονται και στους σκελετικούς µυς. Αν
και οι υδατάνθρακες αποτελούν το πρωτεύον συστατικό για τη δηµιουργία γλυκόζης,
τα αµινοξέα των πρωτεϊνών και τα τριγλυκερίδια των λιπαρών οξέων µπορούν επίσης
να χρησιµοποιηθούν για την παρασκευή της. Συγκεκριµένα, εάν η πρόσληψη υδα-
τανθράκων είναι χαµηλή, τα αµινοξέα µετατρέπονται σε γλυκόζη µέσω της οδού που
είναι γνωστή ως γλυκονεογένεση. Τέλος, και η γλυκερίνη των τριγλυκεριδίων µπορεί
να χρησιµοποιηθεί για τη σύνθεση γλυκόζης σε περιόδους νηστείας. [3], [4]

2.2.2 Οµοιόσταση γλυκόζης

Από τα παραπάνω ίσως να έχει ήδη διαφανεί η πολυπλοκότητα της διαδικασίας οµοι-
όστασης της γλυκόζης, αφού οι αντιδράσεις στις οποίες αυτή συµµετέχει ποικίλλουν
και εµπλέκουν πολλούς διαφορετικούς ιστούς και όργανα. Παράλληλα, η οριοθέτη-
ση των επιπέδων της γλυκόζης του αίµατος σε ένα περιορισµένο εύρος είναι κρίσιµης
σηµασίας, καθώς υπό ϕυσιολογικές συνθήκες η γλυκόζη αποτελεί την κυριότερη πη-
γή ενέργειας των περισσότερων ιστών και επίσης τη µόνη ϑρεπτική ουσία που µπορεί
να µεταβολίσει ο εγκέφαλος. [3] Πράγµατι, τα επίπεδα γλυκόζης αίµατος ενός υγιο-
ύς ατόµου ϱυθµίζονται στενά έτσι ώστε να παραµένουν εντός ενός προκαθορισµένου
ϕάσµατος, παρά τα γεύµατα που λαµβάνονται κατά τη διάρκεια της ηµέρας. Ο έλεγχος
αυτός πραγµατοποιείται µε τη χρήση ορµονών, οι σηµαντικότερες εκ των οποίων είναι
η ινσουλίνη και η γλυκαγόνη, ενώ και άλλοι τύποι σχετιζόµενων ορµονών έχουν ανακα-
λυφθεί τις τελευταίες δεκαετίες. Οι ορµόνες αυτές ϑα µας απασχολήσουν στη συνέχεια,
αρχίζοντας από την ινσουλίνη.
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Ινσουλίνη

Η ινσουλίνη αποτελεί µια τυπική πεπτιδική ορµόνη. Συγκροτείται από δύο πολυπεπτι-
δικές αλυσίδες και 51 διαφορετικούς τύπους αµινοξέων, ενώ αποµονώθηκε για πρώτη
ϕορά το 1921 από τον γιατρό Frederick Banting. Παράγεται από τα ϐ-κύτταρα του
παγκρέατος, έναν από τους τέσσερις διακριτούς τύπους κυττάρων που συγκροτούν τις
νησίδες Langerhans, συστάδες κυττάρων διάσπαρτων στο πάγκρεας υπεύθυνων για την
έκκριση σηµαντικών ορµονών. Οι νησίδες Langerhans συνιστούν λιγότερο από το 2%
του παγκρέατος, ενώ τα ϐ-κύτταρα αποτελούν περίπου το 75% των νησίδων αυτών. Ο
πρωταρχικός ϱόλος της ινσουλίνης είναι η µείωση των επιπέδων γλυκόζης του αίµα-
τος έπειτα από κάθε γεύµα και η επαναφορά τους στις αρχικές, ϕυσιολογικές τιµές.
Επιπρόσθετες λειτουργίες της περιλαµβάνουν τη ϐελτίωση της κυτταρικής χρήσης και
αποθήκευσης της γλυκόζης, την ενεργοποίηση ενζύµων σύνθεσης γλυκογόνου, πρω-
τεϊνών και λίπους, καθώς επίσης και την αναστολή παραγωγής νέας γλυκόζης, µέσω
διαδικασιών όπως η γλυκονεογένεση.

Σχήµα 2.1: Ο ϕυσιολογικός ϱόλος της ινσουλίνης σε διαδικασίες του παγκρέατος, του
λιπώδους ιστού και των σκελετικών µυών [5]

Αναλυτικότερα, η απορρόφηση των ϑρεπτικών συστατικών ενός γεύµατος αυξάνει τη
συγκέντρωση γλυκόζης και αµινοξέων στο πλάσµα, ενεργοποιώντας τα ευαίσθητα στη
γλυκόζη, ϐ-κύτταρα. Με την ενεργοποίηση των ϐ-κυττάρων απελευθερώνεται ινσουλίνη,
η οποία στη συνέχεια στοχεύει κυρίως σε κύτταρα του ήπατος, του εγκεφάλου και των
λιπωδών και µυϊκών ιστών. Η πρόσδεση της ινσουλίνης στους µεµβρανικούς υποδοχείς
αυτών των κυττάρων-στόχων πυροδοτεί τη διαδοχική ϕωσφορυλίωση σειράς πρωτεϊνών
εντός τους, ωσότου τελικά ενεργοποιηθούν οι µεταφορείς GLUT4. Οι µεταφορείς αυτοί
εξέρχονται από τα κυτταροπλασµατικά κυστίδια όπου είναι αποθηκευµένοι και πλησι-
άζουν την κυτταρική µεµβράνη, επιτρέποντας τελικά σε σηµαντικές ποσότητες γλυκόζης
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να εισέλθουν, µέσω διευκολυνόµενης διάχυσης. ΄Ετσι, τα επίπεδα γλυκόζης του αίµατος
µειώνονται και επενέρχονται σταδιακά στα ϕυσιολογικά τους επίπεδα. [3], [4], [5]

Γλυκαγόνη

Η γλυκαγόνη είναι µία ακόµη σηµαντική πεπτιδική ορµόνη για τη γλυκαιµική ϱύθµιση
που ανιχνεύθηκε για πρώτη ϕορά το 1922. Αποτελείται από 29 αµινοξέα και παράγε-
ται από τα α-κύτταρα των νησίδων Langerhans του παγκρέατος. ∆ρα ανταγωνιστικά
σε σχέση µε την ινσουλίνη κι εκκρίνεται όταν οι τιµές γλυκόζης του πλάσµατος είναι
χαµηλές, διεγείροντας τις διεργασίες σύνθεσης γλυκόζης, γλυκονόλυση και γλυκονεο-
γένεση. Συγκεκριµένα, η διάσπαση γλυκογόνου (γλυκογονόλυση) από το ήπαρ είναι
η κυριότερη πηγή γλυκόζης κατά τις 8-12 πρώτες ώρες νηστείας, ενώ για µεγαλύτερα
διαστήµατα σηµαντικές ποσότητες γλυκόζης παράγονται και µέσω ηπατικής γλυκονεο-
γένεσης, µε τη χρήση αµινοξέων. [3]
Συµπερασµατικά, η αναλογία ινσουλίνης-γλυκαγόνης είναι αυτή που καθορίζει κυρίως
το ποια ορµόνη ϑα επικρατήσει τελικά και το πως ϑα κινηθούν τα επίπεδα γλυκόζης
του αίµατος. Στη ϕάση νηστείας η µεταβολική ϱύθµιση αποτρέπει την εµφάνιση υπο-
γλυκαιµικών επεισοδίων, µέσω έκκρισης γλυκαγόνης. ΄Οταν κυριαρχεί η γλυκαγόνη,
το ήπαρ χρησιµοποιεί κυρίως το γλυκογόνο για να απελευθερώσει γλυκόζη στο αίµα.
Σε ένα άτοµο µε ϕυσιολογικό µεταβολισµό, η γλυκόζη νηστείας του πλάσµατος δια-
τηρείται περίπου στα 90mg/dL, η έκκριση ινσουλίνης είναι χαµηλή και τα επίπεδα
γλυκαγόνης είναι σχετικά υψηλά. Μετά την απορρόφηση των ϑρεπτικών συστατικών
ενός γεύµατος, η γλυκόζη του πλάσµατος αυξάνεται. Η άνοδος αυτή αναστέλλει την
έκκριση γλυκαγόνης και διεγείρει την απελευθέρωση ινσουλίνης. Η ινσουλίνη µε τη
σειρά της ενισχύει τη µεταφορά γλυκόζης στα κύτταρα όπως προαναφέρθηκε, µε απο-
τέλεσµα οι συγκεντρώσεις γλυκόζης στο πλάσµα να αρχίζουν να πέφτουν σύντοµα πίσω
στα επίπεδα νηστείας. [3]

΄Αλλες σχετιζόµενες ορµόνες

Αν και η ινσουλίνη και η γλυκαγόνη αποτελούν τις κυριότερες ορµόνες για την ο-
ϱιοθέτηση των επιπέδων της γλυκόζης στο αίµα, κι άλλες σχετιζόµενες ορµόνες έχουν
ανιχνευθεί τα τελευταία χρόνια. Η αµυλίνη για παράδειγµα αποτελεί µια πεπτιδική
ορµόνη, µε συµπληρωµατική ως προς την ινσουλίνη, δράση. Αποτελείται από 37 αµι-
νοξέα και ανιχνεύθηκε µόλις το 1987. ΄Οπως και η ινσουλίνη, παράγεται κι εκκρίνεται
από τα ϐ-κύτταρα του παγκρέατος, ενώ µε ϐάση έρευνες που έχουν πραγµατοποιηθεί
σε ανθρώπους, οι δύο αυτές ορµόνες απελευθερώνονται παράλληλα, ενεργοποιούµενες
έπειτα από κάθε γεύµα. Η αναλογία απελευθέρωσης ινσουλίνης-αµυλίνης είναι αρχικά
50:1, ενώ σταδιακά διαµορφώνεται σε 20:1. Μία από τις ϐασικές χρήσεις της αµυλίνης
είναι η επιβράδυνση του ϱυθµού µε τον οποίο το λεπτό έντερο απορροφά τη γλυκόζη
από το στοµάχι. Καθυστερώντας τη µεταφορά της γλυκόζης από το στοµάχι, στο λεπτό
έντερο και έπειτα στο ήπαρ και την κυκλοφορία του αίµατος, τα επίπεδα γλυκόζης
του πλάσµατος αυξάνονται µε πιο σταδιακό και αργό ϱυθµό, συµβάλλοντας έτσι στην
αποτροπή υπεργλυκαιµικών επεισοδίων. Μια ακόµα λειτουργία της αµυλίνης είναι η
καταστολή της παραγωγής γλυκαγόνης από τα α-κύτταρα του παγκρέατος. ΄Οπως ανα-
ϕέρθηκε και πρωτύτερα, η ορµόνη γλυκαγόνη προωθεί τη σύνθεση γλυκόζης, εποµένως
ο περιορισµός της έκκρισης της είναι απαραίτητος για τη επιθυµητή µείωση των επι-
πέδων γλυκόζης. Επιπλέον, η αµυλίνη ενισχύει το αίσθηµα του κορεσµού, µε στόχο τον
περιορισµό της πρόσληψης τροφής και τη διατήρηση ενός ϕυσιολογικού ϐάρους. [3]

8



Τέλος, δύο ακόµα σχετιζόµενες πεπτιδικές ορµόνες είναι οι GIP (Glucose-dependent
Insulinotropic Polypeptide) και GLP-1 (Glucagon-like Peptide-1). Παράγονται από τα
L-κύτταρα του εντέρου και όπως η ινσουλίνη και η αµυλίνη συνεισφέρουν στην απο-
τροπή εµφάνισης υπεργλυκαιµικών επεισοδίων. Η GLP-1 αποτελείται από 30 αµινοξέα
και όπως η αµυλίνη συµβάλλει στη σταδιακή διάχυση της γλυκόζης προς το αίµα,
καθώς και στην αναστολή παραγωγής γλυκαγόνης. Επιπρόσθετα, η απελευθέρωση
GLP-1 ορµόνης προκαλεί έκκριση ινσουλίνης από το πάγκρεας, πολλαπλασιασµό των
ϐ-κυττάρων, περιορισµό της γλυκονεογένεσης στο ήπαρ και ενίσχυση του αισθήµατος
του κορεσµού. Παρόµοια, η ορµόνη GIP επίσης προωθεί τη παραγωγή ινσουλίνης α-
πό το πάγκρεας και την ταχεία αναπαραγωγή των ϐ-κυττάρων. Και οι δύο παραπάνω
ορµόνες (GIP, GLP-1) απελευθερώνονται έπειτα από την πρόσληψη γευµάτων, ειδικά
όταν αυτά είναι πλούσια σε σάκχαρα και λίπη. [6]

Σχήµα 2.2: Οµοιόσταση της γλυκόζης : οι ϱόλοι της ινσουλίνης, γλυκαγόνης, αµυλίνης
και GLIP-1 [6]

Στην περίπτωση του σακχαρώδη διαβήτη, η παραπάνω µεταβολική διαδικασία έχει δια-
ταραχθεί µε έναν ή περισσότερους τρόπους, µε αποτέλεσµα ο οργανισµός να αδυνατεί
να ασκήσει αποτελεσµατικά γλυκαιµικό έλεγχο. Ειδικότερα, κατά τον Σ∆ τύπου 1,
συντελείται σταθερή καταστροφή των ϐ-κυττάρων του παγκρέατος από τον ίδιο τον ορ-
γανισµό, έχοντας ως συνέπεια την µερική ή και ολική ανεπάρκεια ινσουλίνης, αλλά
και αµυλίνης. Ως αποτέλεσµα, τα µεταγευµατικά επίπεδα γλυκόζης αυξάνονται λόγω
της ανεπαρκούς αποµάκρυνσης της γλυκόζης από το αίµα, της κακώς ϱυθµιζόµενης
παραγωγής γλυκόζης από το ήπαρ και τον επιταχυµένο ϱυθµό γαστρικής εκκένωσης.
Στο Σ∆ τύπου 2, η δράση των ϐ-κυττάρων επίσης παρουσιάζεται ελαττωµατική, ενώ
παράλληλα οι περιφερειακοί ιστοί εµφανίζουν ανθεκτικότητα απέναντι στη δράση της
ινσουλίνης, µε αποτέλεσµα και πάλι ανεπαρκή γλυκαιµική ϱύθµιση. Τέλος, σε όλους
τους τύπους σακχαρώδη διαβήτη εµφανίζονται διαταραχές κατά την παραγωγή γλυκα-
γόνης και µειωµένη απελευθέρωση της ορµόνης GLP-1. [3], [6]
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2.3 Συµπτώµατα και επιπλοκές

Σε αυτό το σηµείο έχει ολοκληρωθεί η επισκόπηση σηµαντικών µηχανισµών που συ-
νεισφέρουν στην οµοιόσταση της γλυκόζης και η παρουσίαση της ϐασικών αιτιών εµ-
ϕάνισης του σακχαρώδους διαβήτη. Στην παρούσα υποενότητα ϑα εξεταστούν τα συµ-
πτώµατα της ασθένειας, καθώς και συχνές επιπλοκές που εµφανίζονται κατά την εξέλιξή
της.

2.3.1 Συµπτώµατα

Στα πρώτα στάδια της νόσου οι ασθενείς πιθανώς να είναι πλήρως ασυµπτωτικοί, µε
αποτέλεσµα να µην γνωρίζουν ότι πάσχουν. Σε αυτήν την περίπτωση η διάγνωση του
σακχαρώδη διαβήτη µπορεί να γίνει έπειτα από την εµφάνιση οξειών ή και µακρο-
χρόνιων επιπλοκών, που αναλύονται εκτενέστερα παρακάτω. Παρόλα αυτά, συνήθη
αρχικά συµπτώµατα περιλαµβάνουν πολυδιψία, ξηροστοµία, πολυφαγία, ανεξήγητη
απώλεια ϐάρους, κόπωση και ϑαµπή όραση. [7]

2.3.2 Οξείες επιπλοκές

Η παρατεταµένη έκθεση διαφόρων σηµείων του σώµατος στις υπεργλυκαιµίες που συ-
ναντώνται στο σακχαρώδη διαβήτη, συνδέονται µε την εµφάνιση ποικίλων οξειών και
µακροπρόθεσµων επιπλοκών. Στη συνέχεια αναφέρουµε τα κύρια χαρακτηριστικά της
διαβητικής κετοξέωσης (∆ΚΟ), της υπεροσµωτικής υπεργλυκαιµικής κατάστασης (ΥΥΚ)
και της υπογλυκαιµίας, οι οποίες και συγκαταλέγονται στις ϐασικότερες οξείες επιπλο-
κές της ασθένειας.

∆ιαβητική κετοξέωση (∆ΚΟ)

Η διαβητική κετοξέωση αποτελεί οξεία µεταβολική διαταραχή η οποία εµφανίζεται σε
συνθήκες µεγάλης έλλειψης ινσουλίνης και υπερέκκρισης ανταγωνιστικών της ορµο-
νών, όπως της γλυκαγόνης. Η ελαττωµένη χρησιµοποίηση της γλυκόζης από τους
περιφερειακούς ιστούς, σε συνδυασµό µε την αύξηση της γλυκονεογένεσης και της
γλυκονόλυσης προκαλούν υπεργλυκαιµία. ΄Οταν τα επίπεδα γλυκόζης του αίµατος υ-
περβούν το λεγόµενο νεφρικό ουδό (180 mg/dl), προκαλείται γλυκοζουρία (αποβολή
γλυκόζης µε τα ούρα), ωσµωτική διούρηση και πολυουρία, µε αποτέλεσµα την απώλεια
ύδατος και ηλεκτρολυτών. Η απώλεια ύδατος οδηγεί σε αφυδάτωση και σε υποξία των
ιστών, δηλαδή σε ανεπαρκή οξυγόνωση τους. Παράλληλα, η ανεπάρκεια γλυκόζης στα
κύτταρα απορρυθµίζει τον µεταβολισµό των λιπαρών οξέων και έχει ως αποτέλεσµα την
απελευθέρωση κετονικών σωµάτων. Τα οξέα αυτά, αν και αβλαβή σε µικρές συγκε-
ντρώσεις, όταν συσσωρεύονται µπορούν να διαταράξουν την οξεοβασική ισορροπία του
οργανισµού και να οδηγήσουν σε µεταβολική οξέωση.
Συµπτώµατα της διαβητικής κετοξέωσης αποτελούν η πολυδιψία, η αφυδάτωση, η πο-
λυουρία, η ναυτία, ο εµετός, η κόπωση, καθώς και η ϕρουτώδης οσµή στην αναπνοή. Η
∆ΚΟ συναντάται συχνότερα σε ασθενείς µε σακχαρώδη διαβήτη τύπου 1, αλλά µπορεί
να εµφανιστεί και σε αυτούς µε Σ∆ τύπου 2. Αιτίες εµφάνισης της µπορεί να είναι η
ύπαρξη λοίµωξης, η παράλειψη χορήγησης της απαιτούµενης ινσουλίνης, καταστάσεις
στρες, χειρουργικές επεµβάσεις, αλλά και η χρήση ναρκωτικών ουσιών. Αν δεν υπάρ-
ξει άµεση ϑεραπεία η διαβητική κετοξέωση µπορεί να αποβεί µοιραία. Στους τρόπους
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αντιµετώπισης περιλαµβάνονται η λήψη ινσουλίνης, υγρών και ηλεκτρολυτών, τα οπο-
ία χορηγούνται µε ενδοφλέβια ένεση. Οι ασθενείς συνήθως είναι αφυδατωµένοι και η
άµεση ενυδάτωση παίζει σηµαντικό ϱόλο στην ϐελτίωση της κατάστασης τους. Τέλος,
είναι απαραίτητη η παρακολούθηση της αρτηριακής πίεσης, αλλά και της γενικότερης
υγείας του ασθενούς, κατά τις πρώτες ώρες που ακολουθούν τη χορήγηση υγρών για
την αντιµετώπιση της ∆ΚΟ. [7], [8]

Υπερωσµωτική υπεργλυκαιµική κατάσταση (ΥΥΚ)

Η υπερωσµωτική υπεργλυκαιµική κατάσταση (ΥΥΚ) αποτελεί µια σχετικά συχνή, επι-
κίνδυνη για τη Ϲωή, ενδοκρινική διαταραχή. Μαζί µε τη διαβητική κετοξέωση αποτελούν
τις πιο σοβαρές οξείες µεταβολικές επιπλοκές του σακχαρώδους διαβήτη. Αν και η ΥΥΚ
µπορεί να εµφανιστεί και σε νοσούντες µε Σ∆ τύπου 1, είναι συνηθέστερη σε ασθενείς
µεγαλύτερης ηλικίας µε Σ∆ τύπου 2. Χαρακτηρίζεται από ακραία υπεργλυκαιµία, υ-
περωσµωτικότητα (παθολογική κατάσταση όπου η σχέση διαλυµένων σωµατιδίων προς
το ολικό ύδωρ του οργανισµού είναι αυξηµένη) και ήπια ή καθόλου κέτωση, ενώ οι λοι-
µώξεις αποτελούν την κυριότερη αιτία εµφάνισης της. Κλινικά εκδηλώνεται κυρίως µε
έντονη αφυδάτωση και ποίκιλες νευρολογικές διαταραχές. Αν και η υπερωσµωτική υ-
περγλυκαιµική κατάσταση διακρίνεται από την διαβητική κετοξέωση ως προς τον χρόνο
έναρξης, τον ϐαθµό αφυδάτωσης και τη σοβαρότητα της κέτωσης, οι δύο αυτές διαταρα-
χές µπορεί να συνυπάρξουν. ΄Οπως και η ∆ΚΟ, η ΥΥΚ αντιµετωπίζεται µέσω διόρθωσης
της αφυδάτωσης, των ηλεκτρολυτικών διαταραχών και της υπεργλυκαιµίας. Σηµαντικές
είναι ακόµη η αναγνώριση και η αντιµετώπιση συνοδών παθολογικών καταστάσεων, η
πρόληψη πιθανών επιπλοκών και η εντατική παρακολούθηση του ασθενή. [7]

Υπογλυκαιµία

Η υπογλυκαιµία είναι µία ακόµα συνήθης, οξεία επιπλοκή του σακχαρώδους διαβήτη
που επηρεάζει κυρίως άτοµα στα οποία γίνεται εξωτερική χορήγηση ινσουλίνης. Χα-
ϱακτηρίζεται από παθολογικά χαµηλές τιµές γλυκόζης αίµατος (< 70mg/dl) και εκδη-
λώνεται µε συµπτώµατα δυσφορίας, αδυναµίας, εφίδρωσης, πείνας, σύγχυσης, ευερεθι-
στότητας, ταχυκαρδίας και κεφαλγίας, µεταξύ άλλων. Σε σοβαρές περιπτώσεις υπογλυ-
καιµίας ο ασθενής χρήζει ϐοήθειας από κάποιο άλλο άτοµο για την αντιµετώπισή της,
ενώ στις κρισιµότερες επιπλοκές συγκαταλέγονται οι καρδιακές αρρυθµίες, οι σπασµο-
ί, το κώµα και σπανιότερα, ο ϑάνατος. Σηµειώνουµε ότι είναι πιθανή και η εκδήλωση
ασυµπτωµατικών υπογλυκαιµικών επεισοδίων, ένα ϕαινόµενο που περιγράφεται µε τον
όρο ανεπίγνωστη υπογλυκαιµία. Τα κυριότερα αίτια εµφάνισης υπογλυκαιµίας είναι η
λήψη µεγαλύτερης δόσης αντιδιαβητικών ϕαρµάκων από την συνιστώµενη, η παράλει-
ψη γευµάτων, η µη προγραµµατισµένη ϕυσική άσκηση και η κατανάλωση αλκοόλ
επί νηστείας. Υπογλυκαιµικά περιστατικά αντιµετωπίζονται µέσω της χορήγησης γλυ-
κόζης είτε άµεσα, είτε έµµεσα, µέσω πρόσληψης τροφής. Για την αποτροπή τους είναι
κρίσιµης σηµασίας η συνεχής παρακολούθηση και η συνεπής ϱύθµιση των επιπέδων
γλυκόζης του αίµατος. [7]

2.3.3 Μακροπρόθεσµες επιπλοκές

Οι µακροπρόθεσµες επιπλοκές αποτελούν την κύρια αιτία ϑνησιµότητας ατόµων µε
σακχαρώδη διαβήτη, αν και στις περισσότερες περιπτώσεις αυτές µπορούν να αποτρα-
πούν ή και να επιβραδυνθούν µέσω της συνεπούς διαχείρισης του και της υιοθέτησης
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ενός υγιεινού τρόπου Ϲωής. Παρακάτω επικεντρωνόµαστε στις επιπλοκές που σχετίζο-
νται µε παθήσεις της καρδιάς και των µεγάλων αγγείων, παθήσεις των νεφρών, των
οφθαλµών και των περιφερειακών άκρων. Αξίζει όµως να επισηµανθεί ότι ο σακχα-
ϱώδης διαβήτης µπορεί να συµβάλει ακόµα στην εκδήλωση πεπτικών, ουρολογικών,
σεξουαλικών αλλά και ψυχικών διαταραχών, µεταξύ άλλων. [7], [9]

Καρδιαγγειακές νόσοι

Παθήσεις της καρδιάς και των µεγάλων αγγείων όπως η στεφανιαία νόσος, το έµφραγµα
του µυοκαρδίου και το αγγειακό εγκεφαλικό επεισόδιο είναι συχνότερες σε διαβητικο-
ύς ασθενείς και αποτελούν τη ϐασικότερη αιτία ϑνησιµότητας ατόµων µε Σ∆ τύπου 2.
Πράγµατι, το 10%-11% όλων των ϑανάτων από καρδιαγγειακές ασθένειες οφείλονται σε
άτοµα µε Σ∆ τύπου 2, ενώ περίπου το 70% των ατόµων αυτών µε ηλικία µεγαλύτερη
των 65 ετών πεθαίνει από καρδιαγγειακή νόσο. Μάλιστα, οι ασθενείς µε Σ∆ τύπου 2
χωρίς ιστορικό στεφανιαίας νόσου έχουν ίσο καρδιαγγειακό κίνδυνο µε τους ασθενείς
µε προηγούµενο έµφραγµα του µυοκαρδίου, ενώ γενικότερα οι διαβητικοί έχουν δι-
πλή έως τετραπλάσια πιθανότητα να εµφανίσουν κάποια καρδιαγγειακή πάθηση. Ως
αποτέλεσµα των παραπάνω, ο σακχαρώδης διαβήτης συγκαταλέγεται ανάµεσα στους υ-
πόλοιπους παράγοντες κινδύνου εµφάνισης παθήσεων σχετιζόµενων µε την καρδιά και
τα µεγάλα αγγεία. ΄Ολοι οι ασθενείς που πάσχουν από διαβήτη πρέπει να ελέγχονται
µε καρδιογράφηµα ετησίως, ενώ αν έχουν συµπτώµατα που υποδηλώνουν καρδιακές
παθήσεις πρέπει να υποβάλλονται σε ειδικές εξετάσεις και να λαµβάνουν τακτική καρ-
διολογική παρακολούθηση. [7], [9]

∆ιαβητική νεφρική νόσος

Η διαβητική νεφρική νόσος είναι επίσης µια συχνά εµφανιζόµενη µακροπρόθεσµη ε-
πιπλοκή του σακχαρώδη διαβήτη. Συγκεκριµένα, περίπου οι µισοί των ασθενών µε Σ∆
τύπου 2 και το ένα τρίτο των νοσούντων µε Σ∆ τύπου 1, ϑα την εκδηλώσουν. Η εµφάνιση
της οφείλεται κυρίως στη ϐαθµιαία ϕθορά που υφίστανται τα µικρά αιµοφόρα αγγεία
των νεφρών, λόγω των παρατεταµένα υψηλών επιπέδων γλυκόζης του αίµατος. Αυτή η
σταδιακή ϐλάβη των νεφρικών αγγείων επιδρά αρνητικά στις διηθητικές τους ικανότη-
τες, µε αποτέλεσµα ένα από τα πρώτα συµπτώµατα της διαβητικής νεφρικής νόσου να
είναι η αποβολή µεγάλων ποσοτήτων της πρωτεΐνης αλβουµίνης από το αίµα στα ούρα.
΄Αλλα συµπτώµατα µπορεί να περιλαµβάνουν αύξηση του ϐάρους, οίδηµα στα άκρα,
συχνοουρία, αυξηµένη αρτηριακή πίεση, κόπωση και ναυτία. Τέλος, στην περίπτωση
που δεν αντιµετωπιστεί, η νεφρική νόσος µπορεί να οδηγήσει σε νεφρική ανεπάρκεια.
Παρόλα αυτά, η διαβητική νεφρική νόσος µπορεί να αποτραπεί ή και να επιβραδυνθεί,
µέσω συνεπούς διαχείρισης του σακχαρώδη διαβήτη και υιοθέτησης υγιεινών συνηθει-
ών. Εξίσου σηµαντικός είναι ο τακτικός έλεγχος της νεφρικής λειτουργίας στα πλαίσια
της παρακολούθησης του διαβήτη, µε τη µορφή απλών αιµατολογικών εξετάσεων και
συλλογής ούρων. [7], [9]

Παθήσεις των οφθαλµών

Παθήσεις των µατιών όπως η ϑολή όραση, η αµφιβληστροειδοπάθεια, ο καταρράκτης
και το γλαύκωµα συχνά εκδηλώνονται κατόπιν της παρατεταµένης έκθεσης των αι-
µοφόρων αγγείων των µατιών σε υψηλές τιµές γλυκόζης. Πράγµατι, η διάγνωση µε Σ∆
αυξάνει τη πιθανότητα τύφλωσης κατά 25 ϕορές, ενώ ο διαβήτης αποτελεί την πρωταρχι-
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κή αιτία τύφλωσης ενηλίκων 20 έως 74 ετών. Η προοδευτική αλλοίωσή των αγγείων των
οφθαλµών συνήθως αρχίζει πριν από τη διάγνωση µε Σ∆, όταν οι τιµές γλυκόζης είναι
αυξηµένες, αλλά όχι αρκετά υψηλές για την κατάταξη του ατόµου ως διαβητικού. Αυτή η
κλιµακωτή ϕθορά µπορεί να οδηγήσει στη διαρροή υγρών από τα αγγεία, στην εκδήλω-
ση οιδηµάτων και στην ανάπτυξη νέων, ϐλαβερών αγγείων στην περιοχή των οφθαλµών,
µε αποτέλεσµα σοβαρά προβλήµατα όρασης. Για την αποτροπή τέτοιων χρόνιων επιπλο-
κών είναι σηµαντική η αποτελεσµατική αντιµετώπιση του Σ∆, η αποχή των νοσούντων
από το κάπνισµα, καθώς και η υιοθέτηση ενός ισορροπηµένου τρόπου Ϲωής. Τέλος,
οι ασθενείς που πάσχουν από σακχαρώδη διαβήτη πρέπει να υποβάλλονται σε ετήσιο
προληπτικό οφθαλµολογικό έλεγχο, ενώ σε περίπτωση που εµφανίσουν συµπτώµατα,
είναι απαραίτητη η πιο τακτική οφθαλµολογική παρακολούθησή τους. [7], [9]

Περιφερειακή νευροπάθεια

Η περιφερειακή νευροπάθεια είναι µια σοβαρή µακροχρόνια επιπλοκή του σακχα-
ϱώδους διαβήτη που προσβάλλει περίπου το 50% των ασθενών. Αν και ο Σ∆ επηρεάζει
τη νευρική λειτουργία στο σύνολό της, οι συχνότερες νευροπάθειες αφορούν τα άνω και
τα κάτω άκρα. Συχνές ενδείξεις περιφερειακής νευροπάθειας αποτελούν ο καυστικός
πόνος στα πόδια (κυρίως την νύχτα), η µειωµένη αισθητικότητα, το µούδιασµα και το
µυρµήγκιασµα των άκρων. Η περιφερειακή απώλεια αισθήσεων µπορεί επίσης να ο-
δηγήσει στην αγνόηση και την ελλιπή ϕροντίδα µικροτραυµατισµών, µε αποτέλεσµα
την εµφάνιση λοιµώξεων και ελκών που µπορεί να επιβάλλουν ακόµα και αναγκαστικό
ακρωτηριασµό. Παρόλα αυτά, µια σηµαντική µερίδα ασθενών µε χρόνια περιφερειακή
νευροπάθεια είναι ασυµπτωµατικοί. Οι σοβαρές επιπλοκές που προαναφέρονται, καθώς
και το ενδεχόµενο ασυµπτωµατικών περιπτώσεων, καθιστούν τον ενδελεχή, τακτικό νευ-
ϱολογικό έλεγχο των άκρων απαραίτητο στα πλαίσια διαχείρισης του Σ∆. Τέλος, όπως
και στις παραπάνω περιπτώσεις µακροπρόθεσµων επιπλοκών, η επιµελής παρακολο-
ύθηση και ϱύθµιση των επιπέδων γλυκόζης του αίµατος συνεισφέρουν στην επιβράδυν-
ση εξέλιξης της περιφερειακής νευροπάθειας ή και στην αποτροπή της. [7], [9]

2.4 ∆ιάγνωση και αντιµετώπιση

2.4.1 ∆ιάγνωση

Η εκδήλωση συµπτωµάτων ή και ορισµένων επιπλοκών εξ αυτών που αναφέρονται πα-
ϱαπάνω, συχνά συνιστά την αφορµή διάγνωσης ενός ατόµου µε σακχαρώδη διαβήτη.
Παρόλα αυτά, είναι πάντοτε απαραίτητη η επαλήθευση της νόησης µε κάποιου είδους
διαγνωστικού τεστ. Οι κλινικοί διαγνωστικοί αυτοί έλεγχοι ποικίλλουν και πρέπει να
διεξάγονται πάντοτε από κάποιον ειδικό. Στη συνέχεια αναφέρονται οι κυριότεροι έλεγ-
χοι που εφαρµόζονται στην πράξη για την διάγνωση ενός ανθρώπου µε κάποιο τύπο
Σ∆. Επισηµαίνουµε ότι στις περισσότερες περιπτώσεις, για την οριστική διάγνωση, ε-
ίναι απαραίτητη η υποβολή του πιθανού ασθενή σε πάνω από έναν από τους παρακάτω
ελέγχους, µε την απόκλιση κάποιων ηµερών.

Μέτρηση γλυκοζυλιωµένης αιµοσφαιρίνης (Hb1C έλεγχος)

Το λεγόµενο HbA1C τεστ ελέγχει το ποσοστό γλυκοζυλιωµένης αιµοσφαιρίνης που ε-
ντοπίζεται στο ϕλεβικό αίµα. Σηµειώνεται ότι η πρωτεΐνη αιµοσφαιρίνη ϐρίσκεται στα
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ερυθρά αιµοσφαίρια και είναι υπεύθυνη για την µεταφορά οξυγόνου στους ιστούς, ενώ
η γλυκοζυλιωµένη αιµοσφαιρίνη (ή HbA1c) προκύπτει από τη χηµική ένωση της αι-
µοσφαιρίνης µε τη γλυκόζη. Το ποσοστό HbA1c επηρεάζεται από τις τιµές σακχάρου
όλου του 24ώρου των τελευταίων 120 ηµερών, εποµένως µπορεί να χρησιµοποιηθεί για
τον καθορισµό της µέσης τιµής γλυκόζης αίµατος, τους τελευταίους 3 µήνες περίπου.
Ποσοστό γλυκοζυλιωµένης γλυκόζης µεγαλύτερο από ή ίσο µε 6.5% µεταφράζεται σε
διάγνωση µε Σ∆, ενώ αντίστοιχα τιµές 5.7%-6.4% σηµατοδοτούν την ύπαρξη προδια-
ϐήτη, διαταραχής που προηγείται του διαβήτη και αυξάνει τις πιθανότητες εµφάνισής
του. [10]

Μέτρηση γλυκόζης πλάσµατος νηστείας (FPG έλεγχος)

Ο FPG έλεγχος συνίσταται στη µέτρηση της γλυκόζης πλάσµατος έπειτα από νηστεία
τουλάχιστον 8 ωρών. Αποτελεί έναν απλό, οικονοµικό και ακριβή τρόπο διάγνωσης της
µεταβολικής ανισορροπίας που σχετίζεται µε το σακχαρώδη διαβήτη. Τιµές γλυκόζης
µικρότερες από 100mg/dl αποτελούν τις ϕυσιολογικές τιµές, τιµές 100mg/dl ως και
125mg/dl υποδηλώνουν την νόσηση µε προδιαβήτη, ενώ τέλος, µετρήσεις γλυκόζης µε-
γαλύτερες από 126mg/dl σηµατοδοτούν την ύπαρξη σακχαρώδους διαβήτη. [10]

΄Ελεγχος ανοχής γλυκόζης (OGTT έλεγχος)

Το συγκεκριµένο τεστ συνίσταται στην µέτρηση της γλυκόζης πλάσµατος αµέσως πριν
και δύο ώρες έπειτα από την κατανάλωση ενός διαλύµατος γλυκόζης. Στόχος είναι ο
έλεγχος της ανοχής του οργανισµού του υποβληθέντος ατόµου στη γλυκόζη. ΄Οπως
και στην περίπτωση του FPG τεστ, ο ασθενής πρέπει να υποβληθεί στον έλεγχο αυτό
έπειτα από 8 ώρες νηστείας. Με ϐάση την Αµερικανική ΄Ενωση ∆ιαβήτη, έπειτα από
τις δύο ώρες, γλυκόζη πλάσµατος µικρότερη από 140mg/dl αντιστοιχεί σε ϕυσιολογικό
αποτέλεσµα, τιµές από 140mg/dl έως 199mg/dl αποτελούν ένδειξη προδιαβήτη, και
µέτρηση υψηλότερη από 200mg/dl υποδηλώνει νόσηση µε Σ∆. [10]

2.4.2 Αντιµετώπιση

Η αντιµετώπιση του σακχαρώδους διαβήτη αποτελεί µια περίπλοκη και χρόνια διαδι-
κασία, η οποία απαιτεί τη στενή παρακολούθηση της προόδου της ασθένειας, τόσο από
τον ίδιο τον ασθενή, όσο και από κάποιον ειδικό. ΄Οπως έχει ήδη αναφερθεί, η εξέλιξη
της νόσου επηρεάζεται καθηµερινά από µια ποικιλία παραγόντων, όπου µεταξύ άλλων
περιλαµβάνονται ο τρόπος Ϲωής και η διατροφή που ακολουθεί ο ασθενής, η χορήγηση
ινσουλίνης ή άλλων αντιδιαβητικών ϕαρµάκων, η παρουσία ή µη ψυχολογικού στρες,
η ύπαρξη άλλων υποκείµενων νοσηµάτων, καθώς και περιβαλλοντικές συνθήκες όπως
η ϑερµοκρασία. Παρόλα αυτά, η συνεπής και ενηµερωµένη διαχείριση του Σ∆ µπορεί
να συµβάλει στη διατήρηση µιας ικανοποιητικής ποιότητας Ϲωής κι ακόµα να απο-
τρέψει την εµφάνιση οξειών και µακροχρόνιων επιπλοκών της ασθένειας. Παρακάτω
παρουσιάζονται οι σηµαντικότερες όψεις στην αντιµετώπιση του διαβήτη.

Παρακολούθηση γλυκόζης αίµατος

Η µέτρηση της γλυκόζης του αίµατος ανά τακτικά χρονικά διαστήµατα αποτελεί ανα-
γκαιότητα και αναπόσπαστο τµήµα της καθηµερινότητας ενός ατόµου µε Σ∆. Η διαδικα-
σία αυτή ϕέρει πολλαπλά οφέλη, καθώς επιτρέπει την ορθότερη ϱύθµιση των γευµάτων
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και της ϕαρµακευτικής αγωγής του ασθενούς, ενώ ακόµα συνεισφέρει στην αποτρο-
πή σοβαρών υπεργλυκαιµικών ή υπογλυκαιµικών επεισοδίων. Η καταγραφή και στη
συνέχεια, η µελέτη των µετρήσεων γλυκόζης αίµατος σε ϐάθος χρόνου παρέχουν πο-
λύτιµες πληροφορίες για την εξέλιξη της ασθένειας και επιτρέπουν τη λήψη αποφάσεων
σχετικά µε απαιτούµενες αλλαγές στο τρόπο Ϲωή του ασθενούς, από το µέρος του συ-
νεργαζόµενου γιατρού.
Ο συµβατικός τρόπος µέτρησης της γλυκόζης περιλαµβάνει τη λήψη µιας µικρής πο-
σότητας αίµατος (1-2 σταγόνες), συνήθως από τα δάχτυλα του ασθενούς, κάποιες ϕορές
την ηµέρα. Η λήψη αίµατος και η µέτρηση πραγµατοποιούνται µε χρήση ειδικών συ-
σκευών και µπορούν να γίνουν από τον ίδιο τον ασθενή. Η συχνότητα µέτρησης µπορεί
να διαφέρει ανάλογα µε τον τύπο Σ∆ που αντιµετωπίζεται, τις ιδιοµορφίες του εκάστοτε
ατόµου, καθώς και το είδος ϕαρµακευτικής αγωγής που λαµβάνεται. Για παράδειγµα,
στην περίπτωση του Σ∆ τύπου 1, µπορεί να απαιτείται µέτρηση 4-10 ϕορές την ηµέρα,
ενώ σε κάθε περίπτωση είναι σηµαντική η λήψη µετρήσεων πριν από κάθε γεύµα και
πριν την ώρα του ύπνου. Για ένα άτοµο διαγνωσµένο µε Σ∆, τα επίπεδα γλυκόζης ϕυ-
σιολογικά αναµένεται να είναι κάτω από 180mg/dl δύο ώρες µετά από ένα γεύµα και
στο διάστηµα 80mg/dl – 130mg/dl κατά διάστηµα νηστείας. [11], [12]
Τα τελευταία χρόνια, νέες συσκευές µέτρησης που επιτρέπουν την αυτόµατη καταγραφή
γλυκόζης (Continuous Glucose Monitoring - CGM) έχουν γίνει εµπορικά διαθέσιµες,
ϐελτιώνοντας την ποιότητα γλυκαιµικού ελέγχου, σύµφωνα µε πρόσφατες, σχετικές
έρευνες. [13] Η µέτρηση πραγµατοιείται µε τη χρήση αισθητήρων που εφαρµόζονται
κυρίως στον ϐραχίονα ή την κοιλιακή χώρα. Οι αισθητήρες αυτοί µετρούν τη γλυκόζη
στο µεσοκυττάριο υγρό, δηλαδή τη γλυκόζη στο υγρό µεταξύ των κυττάρων, ανά µερικά
λεπτά. Οι τιµές αυτές, αν και µπορούν να διαφέρουν ελαφρώς από τις τιµές γλυκόζης
του πλάσµατος του αίµατος, είναι αντιπροσωπευτικές αυτών και των διακυµάνσεών τους.
Οι αισθητήρες πρέπει να αντικαθίστανται ανά µερικές ηµέρες (ανάλογα µε το µοντέλο),
είναι κατά κύριο λόγο αδιάβροχοι και οι περισσότεροι εξ αυτών δεν απαιτούν ϐαθµο-
νόµηση. Η ακρίβεια των παραπάνω CGM συσκευών αξιολογείται κυρίως µε την µετρική
Mean Absolute Relative Difference (MARD), µε τα εξαρτήµατα που εµφανίζουν MARD
τιµή κοντά στο 10% να ϑεωρούνται αξιόπιστα και κατάλληλα για χρήση. [13], [14]
΄Ενα από τα µεγαλύτερα πλεονεκτήµατα των CGM τεχνολογιών είναι η δυνατότητά τους
να παρακολουθούν τη γλυκόζη των χρηστών καθόλη τη διάρκεια της νύχτας, κάτι που
δεν είναι δυνατό µέσω συµβατικών µετρήσεων. Ακόµα, οι περισσότεροι αισθητήρες
διαθέτουν την ικανότητα ακουστικής ειδοποίησης των ασθενών σε περίπτωση που τα
επίπεδα γλυκόζης τους ξεπεράσουν κάποιο υπερβολικά υψηλό ή χαµηλό κατώφλι. Τα
όρια αυτά µπορούν να καθοριστούν από τον χρήστη µε ϐάση τις οδηγίες του επιβλέποντα
γιατρού, µε στόχο τη µεγαλύτερη εξατοµίκευση της ϑεραπευτικής διαδικασίας. Επι-
πλέον, εφόσον γίνει αποθήκευση των µετρήσεων για ένα ικανό χρονικό διάστηµα, είναι
δυνατή η µελέτη των δεδοµένων από κάποιο ειδικό για την εξαγωγή χρήσιµων, γενικών
συµπερασµάτων, αλλά και η χρήση των πληροφοριών αυτών για την ανάπτυξη κάποιου
συστήµατος πρόβλεψης σαν και αυτό που µελετάται στην παρούσα εργασία. [13], [14]
Σηµειώνουµε τέλος, ότι ανάλογα µε το εάν οι καταγραφόµενες τιµές αναγράφονται σε
πραγµατικό χρόνο στην ειδική συσκευή που χρησιµοποιείται για την παρουσίαση των
αποτελεσµάτων (ή εναλλακτικά στο κινητό του χρήστη), ή µόνο κατ'επίκληση του ασθε-
νούς, γίνεται διαχωρισµός των CGM αισθητήρων σε rtCGM (real time CGM) και isCGM
(intermittently scanned CGM), αντίστοιχα. Παραδείγµατα rtCGM µοντέλων είναι οι
Dexcom G6, Dexcom G5, Medtrum Touch Care Nano και Medtronic Guardian 3/4
αισθητήρες, ενώ τα µοντέλα FreeStyle Libre, FreeStyle Libre 2 αποτελούν ενδεικτικές
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isCGM συσκευές. Τα isCGM µοντέλα δεν έχουν την δυνατότητα επίδειξης των real-time
δεδοµένων, εκτός και αν γίνει σάρωση του αισθητήρα από τον χρήστη, συνήθως µε τη
χρήση κινητού τηλεφώνου. [15]
Τα άτοµα που επωφελούνται κυρίως από την εφαρµογή των CGM τεχνολογιών είναι
αυτά που εµφανίζουν συχνές υπογλυκαιµίες (ειδικά όταν τα περιστατικά αυτά αντιστοι-
χούν σε ανεπίγνωστη υπογλυκαιµία) και µεγάλες διακυµάνσεις στα επίπεδα γλυκόζης.
Μειονεκτήµατα των continuous glucose monitoring συσκευών είναι η ανάγκη συνε-
χής εφαρµογής αισθητήρα και εξοικείωσης του ασθενούς µε τη µέθοδο, καθώς και η
επιπρόσθετη οικονοµική επιβάρυνσή του. [13], [14], [15]

Χορήγηση ινσουλίνης και αντιδιαβητικών ϕαρµάκων

Η εξωτερική χορήγηση ινσουλίνης αποτελεί µια ακόµα καίρια όψη της αντιµετώπισης
του σακχαρώδους διαβήτη. Η εξωτερική παροχή ινσουλίνης κρίνεται εξαρχής απαρα-
ίτητη στις περιπτώσεις Σ∆ τύπου 1, όπου παρατηρείται ολική έλλειψη της. Αντίθετα,
στις περιπτώσεις Σ∆ τύπου 2, συνήθως στην αρχή χορηγούνται αντιδιαβητικά ϕάρµακα
(όπως στοµατικά χορηγούµενα δισκία), ενώ ινσουλίνη παρέχεται αφού η ϕαρµακευτική
αγωγή παύει να επαρκεί, και η ποσότητα παραγόµενης από τον ίδιο τον οργανισµό
αρχίζει να στερεύει. Μια µέθοδος χορήγησης ινσουλίνης είναι η ϑεραπεία πολλαπλών
καθηµερινών ενέσεων (Multiple Daily Injection - MDI). Με ϐάση αυτήν την αντιµετώπι-
ση, ινσουλίνη χορηγείται υποδόρια στην κοιλιά, τα πόδια ή τα χέρια, ορισµένες ϕορές
την µέρα, µέσω σύριγγας ή πένας ινσουλίνης. Οι ϐελόνες που προσαρµόζονται στην
πένα συγκεκριµένα είναι πολύ µικρές και πρακτικά η ένεση είναι σχεδόν ανώδυνη.
΄Οσον αφορά το ακολουθούµενο ϑεραπευτικό σχήµα, αυτό αποφασίζεται από τον για-
τρό, µε ϐάση την περίπτωση σακχαρώδους διαβήτη και το καθηµερινό πρόγραµµα του
ασθενή. Συνήθως, λαµβάνεται ινσουλίνη µακράς διάρκειας δράσης πριν από την ώρα
του ύπνου και ινσουλίνη ταχείας δράσης πριν από κάθε γεύµα. [16]
Εναλλακτικά, είναι δυνατή η χρήση αντλίας έγχυσης γλυκόζης (insulin pump), µε
την οποία γίνεται σταδιακή, συνεχής χορήγηση ινσουλίνης ταχείας δράσης, σε µικρές
δόσεις, καθόλη τη διάρκεια των 24 ωρών. Μέσω αυτής της σταθερής, σταδιακής έγχυ-
σης, στόχος είναι η προσοµοίωση της λειτουργίας του παγκρέατος ενός υγιούς ατόµου,
ενώ ο ϱυθµός έγχυσης (basal rate) µπορεί να προγραµµατιστεί από τον χρήση. ΄Ενα
σύστηµα ανλίας έγχυσης αποτελείται από έναν µικρό, υποδόριο καθετήρα που συν-
δέεται µε την ανλία ινσουλίνης µέσω ενός σωληναρίόυ. ∆ιαφορετικά, είναι δυνατή η
χρήση των λεγόµενων "patch pumps", όπου δεν χρησιµοποιείται σωληνάριο, αλλά ο
καθετήρας και η δεξαµενή ινσουλίνης είναι προσκολληµένα µαζί πάνω στο δέρµα. Ο
προγραµµατισµός τους γίνεται µε µια αποµακρυσµένη συσκευή ασύρµατα.

(αʹ) Αντλία έγχυσης µε σωλη-
νάριο

(ϐʹ) Αντλία έγχυσης "patch
pump"

Σχήµα 2.3: Συστήµατα αντλιών έγχυσης ινσουλίνης [17]

16



Σε περίπτωση που απαιτείται λόγω επακόλουθου γεύµατος ή υψηλής καταγεγραµµένης
τιµής γλυκόζης, είναι δυνατός ο προγραµµατισµός συµπληρωµατικών, µεµονωµένων
δόσεων ινσουλίνης (insulin boluses). Οι περισσότερες αντλίες διαθέτουν ενσωµατω-
µένη τη δυνατότητα υπολογισµού της επιπρόσθετης, απαιτούµενης δόσης, µε ϐάση την
τρέχουσα τιµή γλυκόζης, τον εισαγόµενο από τον χρήστη αριθµό υδατανθράκων που
πρόκειται να καταναλωθεί και την παραµένουσα ινσουλίνη από προηγούµενες δόσεις
("insulin on board"). Η υπολογιζόµενη αυτή τιµή προτείνεται στον ασθενή, ο οποίος έχει
τη δυνατότητα να εισάγει την ακριβή αυτή δόση ή να την προσαρµόσει. Επιπρόσθετα,
σε περίπτωση που χρησιµοποιείται CGM συσκευή καταγραφής γλυκόζης είναι δυνατή
η σύζευξη της αντλίας ινσουλίνης και της συσκευής καταγραφής. Σε ορισµένα µοντέλα
µάλιστα (π.χ. Minimed 530G) η έγχυση της ινσουλίνης διακόπτεται σε περίπτωση που
τα επίπεδα γλυκόζης λαβουν ή τείνουν να λάβουν υπογλυκαιµικές τιµές. Σε νεότε-
ϱα προϊόντα επιχειρείται η αυτόµατη χορήγηση ινσουλίνης µε ϐάση τα προκύπτοντα
CGM δεδοµένα, µε στόχο την κατασκευή ενός ¨τεχνητού παγκρέατος¨. ΄Ενα σύστηµα
αυτόµατης χορήγησης ινσουλίνης αποτελείται από µια αντλία έγχυσης, ένα σύστηµα
CGM καταγραφής και έναν αλγόριθµο ελέγχου, που προσαρµόζει τον ϱυθµό έγχυσης
σε πραγµατικό χρόνο, ανάλογα µε τις CGM τιµές και διακυµάνσεις. Ορισµένα τέτοια
συστήµατα (π.χ. Minimed 670G), όπου γίνεται αυτόµατη προσαρµογή του basal rate,
έχουν εγκριθεί από τον Αµερικανικό Οργανσιµό Τροφίµων και Φαρµάκων (Food and
Drug Administration - FDA). Παρόλα αυτά, στα περισσότερα από αυτά, προς το παρόν,
απαιτείται η προσαρµογή των µεµονοµένων δόσεων από τους ίδιους τους ασθενείς. ΄Ο-
σον αφορά πιθανά µειονεκτήµατα των αντλιών ινσουλίνης, σε αυτά συγκαταλέγονται η
ανάγκη συνεχούς εφαρµογής του καθετήρα και η ανάγκη εκπαίδευσης του ασθενούς,
έτσι ώστε αυτός να κάνει ορθή χρήση της συσκευής και να µπορεί να την ϱυθµίσει
αποτελεσµατικά, ανάλογα µε τις ανάγκες του. [17]

∆ιατροφή και σωµατική δραστηριότητα

Η διατροφή και η σωµατική δραστηριότητα αποτελούν ακρογωνιαίοι λίθοι στη ϱύθµι-
ση της Ϲωής µε Σ∆. Συγκεκριµένα, η διατροφή επιτρέπει τη σωστή προσαρµογή της
ϕαρµακευτικής αγωγής, µε στόχο την επίτευξη καλύτερων επιπέδων µεταγευµατικού
σακχάρου, κι εποµένως, καλύτερου γλυκαιµικού ελέγχου. Σύµφωνα µε τις σύγχρονες
συστάσεις, άτοµα µε διαβήτη µπορούν να καταναλώσουν µεγάλο εύρος τροφών µέσα
στο πλαίσιο µιας υγιεινής διατροφής, η οποία άλλωστε ϑα πρέπει να ακολουθείται
και από το γενικό πληθυσµό. Με ϐάση τις συστάσεις της Ελληνικής ∆ιαβητολογικής
Εταιρείας, η διατροφή που προτείνεται σε άτοµα µε Σ∆ περιλαµβάνει καθηµερινή κα-
τανάλωση ϕρούτων και λαχανικών, συχνή κατανάλωση οσπρίων και δηµητριακών και
εβδοµαδιαία κατανάλωση ψαριού. Η κατανάλωση κόκκινου κρέατος καλό είναι να πε-
ϱιορίζεται σε µία ϕορά την εβδοµάδα. Ακόµα, σηµαντική είναι η αποφυγή των απλών
υδατανθράκων, (π.χ. Ϲάχαρη, λευκό ψωµί, µακαρόνια κ.α.) και η αντικατάστασή τους
µε υδατάνθρακες µε υψηλή περιεκτικότητα σε ίνες. Τα προϊόντα αυτά επιβραδύνουν
τη διαδικασία της πέψης κι ενισχύουν το αίσθηµα του κορεσµού. Τέλος, σηµειώνουµε
ότι για τον ακριβέστερο υπολογισµό της δόσης ινσουλίνης ή της αντιδιαβητικής αγωγής
που ϑα πρέπει να ληφθεί για την κάλυψη της καταναλωµένης ποσότητας τροφής, συ-
νήθως Ϲητείται από τους ασθενείς να µετρήσουν τους ισοδύναµους υδατάνθρακες του
κάθε γεύµατος, πριν την πρόσληψή του. [18]
Η σωµατική δραστηριότητα επίσης ϕέρει αξιοσηµείωτα οφέλη για τη ϱύθµιση του Σ∆.
Συγκεκριµένα, η απώλεια ϐάρους στην περίπτωση υπέρβαρων ή παχύσαρκων ατόµων
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µε Σ∆ αποδεδειγµένα συνδράµει στην πολύ αποτελεσµατικότερη αντιµετώπιση της α-
σθένειας, και ακόµα και στην αποτροπή της, στην περίπτωση του Σ∆ τύπου 2. Αναλυ-
τικότερα, σε συνδυασµό µε µια ισορροπηµένη διατροφή, συνιστάται µέτριας ή έντονης
έντασης αερόβια άσκηση διάρκειας τουλάχιστον 30 λεπτών την ηµέρα (συνεχώς ή διακε-
κοµµένα), το λιγότερο 5 ϕορές την εβδοµάδα. Τα άτοµα µε Σ∆ πρέπει να αποφεύγουν
την καθιστική Ϲωή, και όταν είναι αναγκαία λόγω επαγγελµατικών υποχρεώσεων, να
κάνουν τακτικά διαλείµµατα. Αξίζει να σηµειωθεί ϐέβαια ότι η άσκηση πρέπει να γίνε-
ται µε προσοχή, ειδικά στην περίπτωση ατόµων µε Σ∆ τύπου 1, και να αποφεύγεται
όταν η γλυκόζη είναι υπερβολικά υψηλή ή χαµηλή. Ακόµα, εάν η άσκηση είναι προ-
γραµµατισµένη, πρέπει να γίνεται µείωση της δόσης της ινσουλίνης που προηγείται
της άσκησης, ενώ αν είναι παρατεταµένη, συνιστάται λήψη υδατανθράκων και κατά τη
διάρκεια της άσκησης. [19]
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Κεφάλαιο 3

Τεχνητά Νευρωνικά ∆ίκτυα

3.1 Παραλληλισµός µε ϐιολογικά συστήµατα

Ο ϐιολογικός εγκέφαλος αποτελεί µία περίπλοκη, µη-γραµµική υπολογιστική µονάδα
παράλληλης επεξεργασίας. Τα επιµέρους δοµικά στοιχεία του (νευρικά κύτταρα ή νευ-
ϱώνες) είναι έτσι οργανωµένα ώστε να πραγµατοποιούν συγκεκριµένους υπολογισµούς
(π.χ. αναγνώριση προτύπων, έλεγχο κινήσεων) µε εξαιρετικά υψηλή ταχύτητα. Εν-
δεικτικά αναφέρουµε ότι η αναγνώριση ενός γνωστού προσώπου από τον ανθρώπινο
εγκέφαλο, σε ένα κατά τα άλλα µη γνώριµο περιβάλλον, απαιτεί µόλις 100-200ms, ενώ
άλλες απλούστερες διαδικασίες συντελούνται ακόµα ταχύτερα. Οι εντυπωσιακές αυτές
επιδόσεις οφείλονται ως ένα ϐαθµό στη δοµική πολυπλοκότητά του εγκεφάλου· υπολο-
γίζεται ότι αυτός διαθέτει περίπου 10 δισεκατοµµύρια νευρώνες, οι οποίοι µε τη σειρά
τους συνδέονται µε περίπου 60 τρισεκατοµµύρια διασυνδέσεις (ή συνάψεις). Παράλλη-
λα, υπάρχει δυνατότητα δηµιουργίας νέων συνάψεων, ή µεταβολής ήδη υπαρχουσών,
λόγω του σηµαντικού χαρακτηριστικού της πλαστικότητας. Η ιδιότητα αυτή είναι που
επιτρέπει στον εγκέφαλο να προσαρµόζεται στις συνθήκες του εξωτερικού περιβάλλο-
ντος και να συνεχίζει την ανάπτυξή του.
Ο τρόπος λειτουργίας του εγκεφάλου αποτέλεσε σηµαντική πηγή έµπνευσης για το
σχεδιασµό των λεγόµενων τεχνητών νευρωνικών δικτύων (ή ΤΝ∆ για συντοµία), µιας
σηµαντικής υποκατηγορίας του πεδίου της µηχανικής µάθησης (Machine Learning ή
ML). Τα δίκτυα αυτά συντίθενται από υπολογιστικές µονάδες µικρής κλίµακας, τους
τεχνητούς νευρώνες. Στην πιο γενική του µορφή, ένα µοντέλο τεχνητών νευρωνικών
δικτυών σχεδιάζεται έτσι ώστε να µιµείται τον τρόπο µε τον οποίο ο εγκέφαλος εκτελεί
µια συγκεκριµένη λειτουργία. Συνολικά, ένα τέτοιο σύστηµα κατανεµηµένης επεξερ-
γασίας χαρακτηρίζεται από υψηλό παραλληλισµό και διαθέτει την εγγενή ικανότη-
τα αποθήκευσης, και στη συνέχεια χρήσης, εµπειρικής γνώσης. Αναλυτικότερα, ένα
ΤΝ∆ προσοµοιάζει τον τρόπο λειτουργίας ενός ϐιολογικού εγκεφάλου µε τους εξής δύο
τρόπους : και αυτό ανακτά γνώση από το περιβάλλον του µέσω µιας διαδικασίας εκ-
µάθησης, ενώ η γνώση αυτή αποθηκεύεται στα ϐάρη που χαρακτηρίζουν τις ενώσεις
µεταξύ των νευρώνων (ή αλλιώς στα συναπτικά ϐάρη). Η διαδικασία διαµόρφωσης των
συναπτικών ϐαρών, ωσότου αυτά να προσδώσουν το επιθυµητό αποτέλεσµα, ονοµάζεται
εκπαίδευση του ΤΝ∆ και πραγµατοποιείται µε τη χρήση ενός αλγορίθµου εκπαίδευσης.
Γενικά, τα τεχνητά νευρωνικά δίκτυα αντλούν την υπολογιστική τους ισχύ από την πα-
ϱάλληλη και κατανεµηµένη λειτουργία τους, καθώς και από την ικανότητα γενίκευσής
που διαθέτουν. Το χαρακτηριστικό αυτό επιτρέπει σε αυτά τα συστήµατα να εξάγουν

19



λογικά αποτελέσµατα για δείγµατα εισόδου τα οποία δεν έχουν συναντήσει κατά την
εκπαίδευσή τους, κι εποµένως τους επιτρέπει να παρέχουν αποδεκτές προσεγγιστικές
λύσεις σε προβλήµατα µεγαλύτερης κλίµακας. ΄Ετσι διάφορες παραλλαγές µοντέλων
ΤΝ∆ χρησιµοποιούνται για : αναγνώριση ανθρωπίνων προσώπων, πρόβλεψη δεδοµένων
(π.χ. πρόβλεψη τιµών του χρηµατιστηρίου ή του καιρού), διαχωρισµό των ανεπιθύµη-
των e-mails από τα κύρια, υποβοήθηση λήψης ιατρικών αποφάσεων, ανίχνευση ψευδών
ειδήσεων σε µέσα κοινωνικής δικτύωσης, αυτοµατοποιηµένη ανακάλυψη νέων ϕαρ-
µάκων. Τεχνητά νευρωνικά δίκτυα συναντώνται σε εφαρµογές των πεδίων της όρασης
υπολογιστών, της επεξεργασίας ϕυσικής γλώσσας και της αναγνώρισης λόγου. Οι παρα-
πάνω χρήσεις είναι ενδεικτικές· παρόλα αυτά ποικίλλουν και αποτυπώνουν µε σαφήνεια
την υψηλή αποτελεσµατικότητα και τη µεγάλη εισχώρηση των παραπάνω τεχνολογιών
στην ατοµική και κοινωνική Ϲωή των ανθρώπων. [20], [21]

3.2 Νευρώνας (Perceptron)

3.2.1 Μοντέλο λειτουργίας

Ο νευρώνας αποτελεί το κύριο δοµικό στοιχείο ενός τεχνητού νευρωνικού δικτύου,
καθώς αποτελεί τη ϐάση σύνθεσης των πιο περίπλοκων και εκτεταµένων συστηµάτων
που µελετώνται στη συνέχεια. Παρακάτω ϕαίνεται το µοντέλο που περιγράφει ένα
νευρώνα:

Σχήµα 3.1: Μοντέλο ενός νευρώνα k [20]

Ο παραπάνω νευρώνας k διαθέτει m διασυνδέσεις (ή συνάψεις), ενώ σε κάθε του δια-
σύνδεση i προσδίδεται ένα ϐάρος wki. Κάθε σήµα εισόδου πολλαπλασιάζεται µε το
αντίστοιχο ϐάρος wki, ενώ στη συνέχεια, τα πολλαπλασιασµένα µε τα ϐάρη σήµατα
εισόδου αθροίζονται, οπότε και προκύπτει το µέγεθος uk:

uk =

m∑
j=1

wkj · xj (3.1)

Το µοντέλο περιλαµβάνει ακόµα µια εξωτερικά εφαρµοζόµενη µεταβλητή, το bias (bk),
µε στόχο την αύξηση ή την µείωση της εξόδου uk, ανάλογα µε το αν αυτή είναι ϑετική ή

20



αρνητική αντίστοιχα. Τέλος, η λεγόµενη συνάρτηση ενεργοποίησης ϕ(·) (activation fu-
nction) περιορίζει την έξοδο του νευρώνα, οπότε προκύπτει το τελικό αποτέλεσµα:

yk = φ(uk + bk) (3.2)

Θεωρώντας µια νέα σύναψη x0 = +1 και vk = uk + bk, µπορούµε να γράψουµε:
vk =

∑m
j=0 wkj · xj όπου wk0 = bk. Τελικά προκύπτει :

yk = φ(vk) (3.3)

Σχήµα 3.2: Μοντέλο νευρώνα όπου wk0 = bk [20]

Σηµειώνουµε ότι τα ΤΝ∆ τα οποία αποτελούνται µόνο από έναν νευρώνα ονοµάζονται
Perceptrons. Τα Perceptrons µπορούν να χρησιµοποιηθούν για την ταξινόµηση γραµ-
µικά διαχωρίσιµων µοτίβων, σε δύο κλάσεις. Για δυαδική (binary) ταξινόµηση, εάν
η ποσότητα vk =

∑m
j=0 wkj · xj είναι ϑετική, τότε η έξοδος του νευρώνα είναι +1, ε-

νώ αν είναι αρνητική, τότε είναι -1. ΄Ετσι, το σηµείο που ορίζεται από τις εισόδους
x1, x2, . . . , xm κατατάσσεται στην κλάση C1 για έξοδο perceptron +1, και στην κλάση
C2 για έξοδο perceptron -1. Στην απλούστερη µορφή ταξινόµησης, οι δύο περιοχές
ταξινόµησης µπορούν να διαχωριστούν από ένα υπερεπίπεδο, το οποίο ορίζεται από τη
σχέση:

∑m
i=0 wi · xi + b = 0. Για µόνο δύο σήµατα εισόδου x1 και x2, το υπερεπίπεδο

αυτό λαµβάνει τη µορφή µιας ευθείας (ϸ) : w1 · x1 + w2 · x2 + b = 0. Εποµένως, ένα
σηµείο (x1, x2) του επιπέδου κατατάσσεται στην κλάση C1, εάν ϐρίσκεται πάνω από την
ευθεία διαχωρισµού και στην κλάση C2, εάν ϐρίσκεται κάτω από την ευθεία.
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Σχήµα 3.3: ∆ιαχωριστική ευθεία για την ταξινόµηση δισδιάστατου προβλήµατος σε δύο
κλάσεις C1 και C2. [20]

Τα συναπτικά ϐάρη w1, w2, . . . , wm ανανεώνονται µέσω µιας απλής επαναληπτικής
διαδικασίας, ωσότου ισχύει wT · x > 0 για κάθε διάνυσµα εισόδου x ∈ C1 και wT · x < 0
για κάθε διάνυσµα εισόδου x ∈ C2. Ο χρησιµοποιούµενος κανόνας ανανέωσης ϐαρών
είναι ο κάτωθι :

w(n + 1) = w(n) + η · (d(n) − y(n)) · x(n), (3.4)

όπου n ο αριθµός της τρέχουσας επανάληψης, η ∈ (0, 1) ο ϱυθµός εκπαίδευσης (learning
rate), y(n) = φ(wT (n) · x(n)) η έξοδος του Perceptron για την επανάληψη n και d(n) η
επιθυµητή έξοδος, δηλαδή:

d(n) =
{
+1, x(n) ∈ C1

-1, x(n) ∈ C2
(3.5)

Αποδεικνύεται ότι εφόσον οι κλάσεις C1 και C2 διαχωρίζονται από ένα υπερεπίπεδο
(δηλαδή είναι γραµµικά διαχωρίσιµες), η παραπάνω διαδικασία συγκλίνει, οπότε µπο-
ϱεί να υπολογιστεί το Ϲητούµενο διάνυσµα w έπειτα από έναν πεπερασµένο αριθµό
επαναλήψεων. Τέλος, στη συνέχεια παρατίθενται διάφορα είδη συχνά χρησιµοποιο-
ύµενων συναρτήσεων ενεργοποίησης. Η συνάρτηση ενεργοποίησης φ(·) είναι αυτή που
καθορίζει την τελική έξοδο ενός νευρώνα.

3.2.2 Συναρτήσεις ενεργοποίησης

1. Συνάρτηση κατωφλίου

φ(v) =
{
1 , v > 0
0 , v < 0 (3.6)
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Η συνάρτηση κατωφλίου (threshold function) αποτελεί την απλούστερη συνάρτηση
ενεργοποίησης. Με ϐάση αυτήν, για αρνητική είσοδο, ο αντίστοιχος νευρώνας δεν
ενεργοποιείται, ή ισοδύναµα, δίνει µηδενική έξοδο.

2. Γραµµική συνάρτηση
φ(v) = v (3.7)

Χρησιµοποιώντας τη γραµµική συνάρτηση ως συνάρτηση ενεργοποίησης, η έξο-
δος ενός νευρώνας είναι ανάλογη της εισόδου του. ΄Οπως και η συνάρτηση κατω-
ϕλίου, η γραµµική συνάρτηση δεν χρησιµοποιείται συχνά, λόγω της απλοϊκότητάς
της.

3. Σιγµοειδής (Sigmoid) συνάρτηση

φ(v) =
1

1 + e−v
(3.8)

Η σιγµοειδής συνάρτηση αποτελεί µία από τις πιο κοινές συναρτήσεις ενεργοπο-
ίησης, λόγω της µη γραµµικότητας και παραγωγισιµότητάς της. Η έξοδος της
σιγµοειδούς συνάρτησης περιορίζεται στο διάστηµα (0, 1), ενώ η ίδια διαθέτει
χαρακτηριστικό σχήµα που µοιάζει µε το λατινικό γράµµα S.

4. Συνάρτηση υπερβολικής εφαπτοµένης tanh

φ(v) = tanh(v) =
2

1 + e−2v
− 1 (3.9)

Η συνάρτηση υπερβολικής εφαπτοµένης είναι επίσης συνεχής και παραγωγίσιµη,
ενώ η έξοδος της κυµαίνεται στο διάστηµα (-1, 1). Λόγω της συµµετρικότητας της
γύρω από την αρχή των αξόνων, συχνά προτιµάται σε σχέση µε τη σιγµοειδή.

5. Rectified Linear Unit (ReLU) συνάρτηση

φ(v) = max(0, v) (3.10)

Με ϐάση τη µη γραµµική συνάρτηση ReLU, ένας νευρώνας ενεργοποιείται µόνο
όταν η είσοδος του είναι ϑετική, οπότε και η έξοδος του είναι γραµµική. ΄Ενα
από τα σηµαντικότερα οφέλη της ReLU είναι η ετεροχρονισµένη ενεργοποίηση
των νευρώνων ενός ΤΝ∆. Σηµειώνουµε ότι µια ϐελτιωµένη παραλλαγή της ReLU,
η λεγόµενη Leaky ReLU , ορίζεται ως 0.01v για v ≤ 0 και v για v > 0. Με αυτήν
την µικρή τροποποίηση, αποφεύγεται η νέκρωση υπερβολικά πολλών νευρώνων.

6. Softmax συνάρτηση

φ(v)j =
evj∑K

k=1 evk
, (3.11)

όπου k το πλήθος των κλάσεων προς ταξινόµηση και j από 1 έως k.

Η softmax συνάρτηση ενεργοποίησης αποτελεί συνδυασµό πολλών σιγµοειδών
συναρτήσεων και µπορεί να χρησιµοποιηθεί για την ταξινόµηση πολλών κλάσεων.
Το πλήθος των απαιτούµενων σιγµοειδών συναρτήσεων ταυτίζεται µε το πλήθος
των κλάσεων ταξινόµησης, ενώ, καθώς η έξοδος κάθε σιγµοειδούς συνάρτησης
ανήκει στο διάστηµα (0, 1), µπορεί να ϑεωρηθεί ως η πιθανότητα το δεδοµένο
εισόδου να ανήκει στην αντίστοιχη κατηγορία. [20], [23]
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3.3 Perceptron πολλών επιπέδων (Multilayer Perce-
ptron)

Για την αντιµετώπιση πιο σύνθετων προβληµάτων που περιλαµβάνουν την ταξινόµηση
µη γραµµικά διαχωρίσιµων κλάσεων, χρησιµοποιούνται επίπεδα νευρώνων, ή Perce-
ptrons πολλών επιπέδων (Multilayer Perceptrons ή MLPs). Τα µοντέλα αυτά χαρα-
κτηρίζονται από την ύπαρξη ενδιάµεσων επιπέδων (hidden layers), δηλαδή επιπέδων
νευρώνων που δεν είναι ορατά από την είσοδο και την έξοδο του δικτύου. Τυπικά,
κάθε νευρώνας ενός επιπέδου δέχεται ως είσοδο τις εξόδους των νευρώνων του αµέσως
προηγούµενου επιπέδου, ενώ αντίστοιχα, η έξοδος κάθε νευρώνα ενός επιπέδου γίνεται
είσοδος των νευρώνων του αµέσως επόµενου. Λόγω αυτής της διαρρύθµισης τα MLPs
καλούνται πλήρως συνδεδεµένα (fully connected) ΤΝ∆. Καθώς η πληροφορία ϱέει από
την είσοδο προς την έξοδο, τέτοια δίκτυα ονοµάζονται επίσης πρόσθιας τροφοδότησης
ή feedforward δίκτυα. Τέλος, ένα ακόµα χαρακτηριστικό των multilayer perceptrons
αποτελεί η χρήση µη γραµµικών συναρτήσεων ενεργοποίησης, µε στόχο την απεικόνι-
ση τόσο των γραµµικών, όσο και των µη γραµµικών συναρτήσεων που περιγράφουν
τη σχέση εισόδου-εξόδου. Μάλιστα, έχει αποδειχθεί ότι ένα απλό πολυεπίπεδο δίκτυο
πρόσθιας τροφοδότησης µπορεί να προσοµοιώσει οποιαδήποτε µαθηµατική συνάρτη-
ση, µε την επιθυµητή ακρίβεια, εφόσον διαθέτει τον κατάλληλο αριθµό ενδιάµεσων
επιπέδων. [24]

Σχήµα 3.4: Πλήρως συνδεδεµένο δίκτυο πρόσθιας τροφοδότησης µε ένα ενδιάµεσο
επίπεδο [20]

Αυτή η κατανεµηµένη µη γραµµικότητα και η υψηλή συνδεσιµότητα που περιγράφει
τα MLPs καθιστά την εκπαίδευσή τους πολύ πιο σύνθετη, σε σχέση µε αυτή των απλών
perceptrons. Η πιο συχνά χρησιµοποιούµενη µέθοδος για την εκπαίδευση τέτοιων
δικτύων αποτελεί ο αλγόριθµος διάδοσης σφάλµατος προς τα πίσω (backpropagation
algorithm), ο οποίος εδραιώθηκε το 1986. [25] Με ϐάση τον συγκεκριµένο αλγόριθµο,
η εκπαίδευση πραγµατοποιείται σε δύο ϕάσεις : στη ϕάση διάδοσης προς τα εµπρός
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(forward phase), και στη ϕάση διάδοσης προς τα πίσω (backward phase). Στην πρώτη,
τα συναπτικά ϐάρη του δικτύου παραµένουν αµετάβλητα και η πληροφορία µεταβι-
ϐάζεται από επίπεδο σε επίπεδο, από τα αριστερά προς τα δεξιά. Η έξοδος του ΤΝ∆
διαµορφώνεται µε ϐάση τη χρησιµοποιούµενη συνάρτηση ενεργοποίησης και την αρχι-
κή είσοδο. Αντίθετα, στο δεύτερο στάδιο, στο δίκτυο µεταδίδεται ένα σήµα σφάλµατος
το οποίο προκύπτει από τη σύγκριση της υπολογιζόµενης εξόδου µε την επιθυµητή,
αυτήν την ϕορά µε κατεύθυνση από την έξοδο προς στην είσοδο. Σε αυτήν την ϕάση
γίνεται διαδοχική προσαρµογή των ϐαρών κάθε επιπέδου, µε στόχο τη διόρθωση της
αντίστοιχης απόκλισης. ΄Οπως µπορεί να παρατηρηθεί, η εκπαίδευση µε τον backpro-
pagation αλγόριθµο προϋποθέτει την εκ των προτέρων γνώση της επιθυµητής εξόδου
d(n) για κάθε δεδοµένο εισόδου x(n), οπότε κατηγοριοποιείται στον λεγόµενο επιβλε-
πόµενο τρόπο µάθησης (supervised learning).
Αναλυτικότερα, στόχος είναι ο υπολογισµός των ποσοτήτων ∆wji(n), που µε τη σειρά
τους είναι ανάλογες µε τις αντίστοιχες µερικές παραγώγους ∂E(n)/∂wji(n), για κάθε
δεδοµένη είσοδο x(n). Οι παράγωγοι αυτές ϕανερώνουν πόσο πρέπει να µεταβληθούν
τα συναπτικά ϐάρη wji(n) για να ελαχιστοποιηθεί η ποσότητα E(n), δηλαδή το συνολικό
σφάλµα του δικτύου. Ορίζουµε :

E(n) =
1
2

∑
j∈C

e2
j (n), (3.12)

όπου ej(n) = dj(n) − yi(n) το σήµα σφάλµατος για τον νευρώνα j και C το σύνολο που
περιλαµβάνει όλους τους νευρώνες του επιπέδου εξόδου.
Για τον υπολογισµό κάθε ποσότητας ∂E(n)/∂wji(n) µπορεί να χρησιµοποιηθεί ο κανόνας
αλυσίδας (chain rule):

∂E(n)
∂wji(n)

=
∂E(n)
∂ej(n)

∂ej(n)
∂yj(n)

∂yj(n)
∂vj(n)

∂vj(n)
∂wji(n)

(3.13)

Λαµβάνοντας ακόµα υπόψιν ότι vj(n) =
∑m

i=0 wji(n)xi(n) και yj(n) = φj(vj(n)), κι εφόσον
η χρησιµοποιούµενη συνάρτηση ενεργοποίησης φ(·) είναι παραγωγίσιµη, καταλήγουµε
στη σχέση:

∂E(n)
∂wji(n)

= −ej(n)φ
′

j(vj(n))yi(n) (3.14)

Η αλλαγή ∆wji(n) που εφαρµόζεται στο αντίστοιχο ϐάρος wji(n) καθορίζεται από τον
κανόνα δέλτα (delta rule):

∆wji(n) = −η
∂E(n)

∂wji(n)
(3.15)

όπου η ο ϱυθµός εκπαίδευσης του backpropagation αλγορίθµου.

Το αρνητικό πρόσηµο στην παραπάνω σχέση προκύπτει διότι αναζητείται η µεταβολή
του αντίστοιχου συναπτικού ϐάρους που επιφέρει µείωση της ποσότητας E(n), όπως
ορίζει η µέθοδος κατάβασης δυναµικού (gradient descent). Οπότε τελικά έχουµε:

∆wji(n) = ηδj(n)yi(n), (3.16)

όπου δj(n) = −ej(n)φ
′

j(vj(n)).

Παρατηρούµε εποµένως ότι µένει µόνο να υπολογιστεί το µέγεθος ej(n), οπότε και
διακρίνουµε περιπτώσεις. Στην πιο απλή περίπτωση όπου ο j αποτελεί νευρώνας του
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επιπέδου εξόδου, η τιµή ej(n) είναι γνωστή και δίνεται από την προαναφερθείσα σχέση
ej(n) = dj(n)−yj(n). Αντίθετα, στην πιο σύνθετη περίπτωση όπου ο j αποτελεί νευρώνας
ενδιάµεσου επιπέδου, αποδεικνύεται ότι ισχύει η αναδροµική σχέση:

δj(n) = φ
′

j(vj(n))
∑
k∈C

δk(n)wkj(n), (3.17)

όπου C το σύνολο που περιλαµβάνει όλους τους νευρώνες του αµέσως επόµενου επι-
πέδου µε τους οποίους συνδέεται ο κρυµµένος νευρώνας j. [20]

3.4 Αναδροµικά Νευρωνικά ∆ίκτυα (Recurrent Neural
Networks)

3.4.1 Μοντέλο λειτουργίας και εκπαίδευση αναδροµικών νευρω-
νικών δικτύων

Τα αναδροµικά νευρωνικά δίκτυα (Recurrent Neural Networks, ή εν συντοµία RNNs)
αποτελούν µια κατηγορία νευρωνικών δικτύων, γνωστά για την ικανότητά τους να δια-
χειρίζονται αποτελεσµατικά ακολουθιακά δεδοµένα. Συναντώνται συχνά σε εφαρµογές
επεξεργασίας ϕωνής και ϕυσικής γλώσσας (natural language and speech processing),
καθώς και για τη προσθήκη υποµνηµάτων σε εικόνες (image captioning). [26] Η δοµή
ενός αναδροµικού νευρωνικού δικτύου είναι παρόµοια µε αυτή ενός κανονικού πολυ-
επίπεδου Perceptron, µε τη διαφορά ότι επιτρέπονται διασυνδέσεις µεταξύ ενδιάµεσων
µονάδων, οι οποίες σχετίζονται µε χρονικές συσχετίσεις. ΄Ετσι, παρελθοντικές είσοδοι
µπορούν να επηρεάζουν την τρέχουσα είσοδο και έξοδο του δικτύου, προσοµοιάζοντας
ένα είδος µνήµης.

Σχήµα 3.5: Αφαιρετική απεικόνιση ενός αναδροµικού νευρωνικού δικτύου [27]

¨Ξετυλίγοντας¨ τον αναδροµικό ϐρόγχο του παραπάνω διαγράµµατος έτσι ώστε η λει-
τουργία να απεικονίζεται πλήρως για µια ακολουθία εισόδου x = (x1, ..., xT ) καταλήγου-
µε σε ένα νευρωνικό δίκτυο µε T επίπεδα, µε µορφή σαν και αυτή που απεικονίζεται
στη συνέχεια.

26



Σχήµα 3.6: Ανεπτυγµένη µορφή ενός αναδροµικού νευρωνικού δικτύου [27]

Το διάνυσµα h = (h1, ..., hT ) περιέχει τις µεταβλητές κρυφής κατάστασης, µε τη χρήση
των οποίων είναι δυνατή η διατήρηση πληροφορίας από το παρελθόν. Σε αντίθεση
µε τα νευρωνικά δίκτυα πρόσθιας τροφοδότησης, τα αναδροµικά µοιράζονται τις παρα-
µέτρους ϐαρών (Wxh , Whh , Why) σε κάθε επίπεδο, µειώνοντας έτσι σηµαντικά το συνολικό
πλήθος εκπαιδεύσιµων παραµέτρων. Αυτή η ιδιότητα επιτρέπει στα RNNs να γενικε-
ύουν τα συµπεράσµατά τους και για ακολουθίες µε διαφορετικό µήκος από αυτό που
έχουν συναντήσει κατά την εκπαίδευσή τους. Τέλος, οι εξισώσεις που περιγράφουν την
κατάσταση των µεταβλητών του κάθε επιπέδου δίνονται παρακάτω:

ht = g1(Wxhxt +Whhht−1 + bh)
yt = g2(Whyht + by)

(3.18)

όπου W οι πίνακες ϐαρών, b τα διανύσµατα bias και g1, g2 µη γραµµικές συναρτήσεις
ενεργοποίησης (όπως για παράδειγµα η tanh). [28].
Η εκπαίδευση των αναδροµικών δικτύων γίνεται µέσω του αλγορίθµου διάδοσης του
σφάλµατος προς το πίσω δια µέσου χρόνου (backpropagation through time ή BPTT),
µιας παραλλαγής του παραδοσιακού backpropagation αλγορίθµου. Στον BPTT, κατά
την ενηµέρωση των ϐαρών για την ελαχιστοποίηση του σφάλµατος Et = L(yt) που έχει
υπολογιστεί µε ϐάση µια είσοδο xt, πρέπει να ληφθούν υπόψιν και οι προηγούµενες
είσοδοι x1, ..., xt − 1, σε αντίθεση µε την απλή εκδοχή του αλγορίθµου, όπου η διαδι-
κασία διαµόρφωσης ϐαρών πραγµατοποιείται ανεξάρτητα για κάθε είσοδο.
Πιο συγκεκριµένα, έστω ότι επιθυµούµε να εκτελέσουµε τον BPTT αλγόριθµο για µια
είσοδο x3, µέρος µιας ακολουθίας (x1, x2, x3). Υπολογίζουµε το σφάλµα E3, συναρτήσει
της (γνωστής) επιθυµητής εξόδου ŷ3 και της υπολογιζόµενης από το δίκτυο εξόδου, y3.
Στη συνέχεια, για τη προσαρµογή των ϐαρών Wxh , Whh , Why µε στόχο την ελαχιστοπο-
ίηση του σφάλµατος, υπολογίζουµε τις αντίστοιχες µερικές παραγώγους, µε χρήση του
κανόνα αλυσίδας.
Για τον πίνακα ϐαρών Why:

∂E3

∂Why
=

∂E3

∂y3

∂y3

∂Why
, (3.19)

καθώς το µέγεθος E3 αποτελεί συνάρτηση του y3 και το y3 εξαρτάται άµεσα από το Why,
όπως ϕαίνεται και σε προαναφερθείσα εξίσωση.
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Παρόλα αυτά, η περίπτωση προσαρµογής του πίνακα ϐαρών Whh είναι πιο σύνθετη.
∆ιατυπώνουµε αντίστοιχα τον κανόνα αλυσίδας ∂E3

∂Whh
= ∂E3

∂y3

∂y3
∂h3

∂h3
∂Whh

και παρατηρούµε ότι
τώρα, η µεταβλητή h3 εξαρτάται από την h2, η οποία µε τη σειρά της εξαρτάται από
την τιµή του Whh. Εποµένως, κατά τον υπολογισµό της µερικής παραγώγου ∂h3

∂Whh
δεν

µπορούµε να αντιµετωπίσουµε το h2 ως σταθερά και οφείλουµε να συνεχίσουµε να
εφαρµόζουµε τον κανόνα αλυσίδας επαναληπτικά. [28] Τελικά προκύπτει :

∂E3

∂Whh
=

∂E3

∂y3

∂y3

∂h3

∂h3

∂Whh
+

∂E3

∂y3

∂y3

∂h3

∂h3

∂h2

∂h2

∂Whh
+

∂E3

∂y3

∂y3

∂h3

∂h3

∂h2

∂h2

∂h1

∂h1

∂Whh
(3.20)

Ενώ γενικότερα µπορούµε να γράψουµε:

∂EN

∂Whh
=

N∑
i=1

∂EN

∂yN

∂yN

∂hN

∂hN

∂hk

∂hk

∂Whh
(3.21)

Κάθε i-στος όρος του παραπάνω αθροίσµατος αποτυπώνει το πως επηρεάζει η τιµή
ϐάρους Whh που αντιστοιχεί στο ϐήµα i, το υπολογιζόµενο σφάλµα EN της χρονικής
στιγµής N > i. [29]

Οµοίως για Wxh:

∂E3

∂Wxh
=

∂E3

∂y3

∂y3

∂h3

∂h3

∂Wxh
+

∂E3

∂y3

∂y3

∂h3

∂h3

∂h2

∂h2

∂Wxh
+

∂E3

∂y3

∂y3

∂h3

∂h3

∂h2

∂h2

∂h1

∂h1

∂Wxh
(3.22)

∂EN

∂Wxh
=

N∑
i=1

∂EN

∂yN

∂yN

∂hN

∂hN

∂hk

∂hk

∂Wxh
(3.23)

Αν και τα RNNs αποδίδουν ικανοποιητικά σε πλήθος εφαρµογών, αποτυγχάνουν να
αποτυπώσουν συσχετίσεις µε µεγάλη χρονική αποµάκρυνση, µε αποτέλεσµα η απο-
τελεσµατικότητά τους να περιορίζεται σηµαντικά. Το ϕαινόµενο αυτό περιγράφεται ως
το πρόβληµα ¨εξαφανιζόµενων κλίσεων¨ (vanishing gradients problem) και παρουσι-
άστηκε για πρώτη ϕορά από πλήθος ανεξάρτητων ερευνητών. [30], [31]. Το vanishing
gradients πρόβληµα µπορεί να γίνει καλύτερα κατανοητό λαµβάνοντας υπόψιν ότι η
µερική παράγωγος ∂hN/∂hk που εµφανίζεται στους παραπάνω υπολογισµούς επίσης
υπολογίζεται µε χρήση του κανόνα αλυσίδας :

∂hN

∂hk
=

N∏
i=k+1

∂hi

∂hi−1
(3.24)

Αποδεικνύεται [29] ότι ισχύει :

∂hN

∂hk
=

N∏
i=k+1

∂hi

∂hi−1
=

N∏
i=k+1

Whh
T diag(g

′

1(hi−1)) (3.25)

όπου η συνάρτηση diag µετατρέπει ένα διάνυσµα σε διαγώνιο πίνακα και η g
′

1 υπολο-
γίζει ανά στοιχείο την παράγωγο της συνάρτησης ενεργοποίησης g1.
Για µη γραµµικές συναρτήσεις ενεργοποίησης g1 όπου η παράγωγος |g′1(x)| είναι ϕραγ-
µένη (όπως συµβαίνει στις περιπτώσεις των συχνά χρησιµοποιούµενων tanh και sigmoid),
η τιµή ||diag(g

′

1(hi−1))|| είναι επίσης ϕραγµένη, και στις περισσότερες περιπτώσεις προ-
κύπτει : ||Whh

T
|| · ||diag(g

′

1(hi−1))|| < 1.
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΄Οπως ο συνεχής πολλαπλασιασµός πραγµατικών αριθµών µικρότερων της µονάδας
οδηγεί σε συρρίκωνση τους, έτσι συµβαίνει και στην περίπτωση πολλαπλασιασµού πι-
νάκων, µε αποτέλεσµα οι όροι που αποτυπώνουν µεγαλύτερες χρονικές συσχετίσεις να
πλησιάζουν εκθετικά σε µηδενικές τιµές. Ως αποτέλεσµα. η διαδικασία της εκπαίδευ-
σης επιβραδύνεται και η αποδοτικότητα των RNN δικτύων πλήττεται ήδη για ακολουθίες
µε µόλις 10 - 20 στοιχεία.
Αξίζει τέλος να σηµειωθεί ότι στις πιο σπάνιες περιπτώσεις όπου ισχύσει ||Whh

T
|| ·

||diag(g
′

1(hi−1))|| > 1, εµφανίζεται το αντίστροφο πρόβληµα (exploding gradients pro-
blem), κατά το οποίο οι όροι µακροπρόθεσµης συσχέτισης αυξάνονται εκθετικά, σε
σχέση µε τους υπόλοιπους. Το exploding gradients problem επίσης προκαλεί πρόβλη-
µα στη διαδικασία της εκπαίδευσης, αλλά ανιχνεύεται πιο εύκολα, σε σχέση µε το
vanishing gradients πρόβληµα. [28], [29]

3.4.2 Long Short-Term Memory (LSTM) και Gated Recurrent Unit
(GRU) δίκτυα

Για την συµπερίληψη των µακροπρόθεσµων εξαρτήσεων και την αντιµετώπιση του προ-
ϐλήµατος των vanishing gradients, το 1997 προτάθηκαν τα Long Short-Term Memory
(LSTM) δίκτυα. [32] Αν και τα LSTMs επίσης διακατέχονται από την αλυσιδωτή δο-
µή που χαρακτηρίζει όλα τα αναδροµικά νευρωνικά δίκτυα, µέσω αυτών συστήνεται
ένας πιο σύνθετος τρόπος κατασκευής των επαναλαµβανόµενων µονάδων (κελιών) που
συνθέτουν την εν λόγω αλυσίδα. Συγκεκριµένα, ένα κανονικό RNN δίκτυο µπορεί να
περιγραφεί αφαιρετικά από την παρακάτω εικόνα:

Σχήµα 3.7: Αφαιρετική απεικόνιση των απλών, επαναλαµβανόµενων δοµών που συν-
ϑέτουν ένα ανεπτυγµένο, κανονικό RNN δίκτυο [33]

Αντίστοιχα, µέσω των LSTMs προτείνεται µια πιο σύνθετη, πολυεπίπεδη δοµή, για κάθε
κατασκευαστική µονάδα του αναδροµικού δικτύου:
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Σχήµα 3.8: Αφαιρετική απεικόνιση των επαναλαµβανόµενων δοµών που συνθέτουν ένα
ανεπτυγµένο LSTM δίκτυο. [33]

Αν και υφίστανται διάφορες παραλλαγές LSTM δικτύων µε παρόµοια, µεταξύ τους, ε-
πίδοση [34], η επικρατέστερη στη ϐιβλιογραφία εκδοχή περιγράφεται από τις παρακάτω
σχέσεις : [35]

ft = σ(Wfhht−1 +Wfxxt + bf )
it = σ(Wihht−1 +Wixxt + bi)
ot = σ(Wohht−1 +Woxxt + bo)
c̃t = tanh(Wchht−1 +Wcxxt + bc)
ct = ft ∗ ct−1 + it ∗ c̃t

ht = ot ∗ tanh(ct)

(3.26)

όπου µε σ συµβολίζεται η σιγµοειδής συνάρτηση και µε W και b οι αντίστοιχοι πίνακες
ϐαρών και τα biases.

Βασική έννοια των LSTM δικτύων αποτελεί η λεγόµενη κατάσταση κελιού (cell state),
η οποία για ένα συγκεκριµένο κελί t συµβολίζεται ως ct. Μέσω της κατάστασης κελιού
διευκολύνεται η διατήρηση και η απευθείας µεταφορά πληροφορίας από το παρελθόν,
µε λίγες µόνο παρεµβαλλόµενες γραµµικές τροποποιήσεις.

Σχήµα 3.9: Μέσω των µεταβλητών ct είναι δυνατή η ϱοή πληροφορίας καθόλη την
αλυσίδα, όπως ϕαίνεται και από τη (σχεδόν) αδιάκοπτη γραµµή που διατρέχει το πάνω
µέρος του διαγράµµατος [33]
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Η κατάσταση ενός κελιού t, ct, διαµορφώνεται µέσω των λεγόµενων πυλών (gates) ft

(forget gate), it (input gate) και ot (output gate). ΄Οπως ϕαίνεται και από τις παραπάνω
σχέσεις, οι εξισώσεις που καθορίζουν τις τιµές των µεταβλητών ft, it και ot είναι σχεδόν
πανοµοιότυπες, µε µόνη διαφορά τις τιµές των αντίστοιχων πινάκων ϐαρών και biases,
οι οποίες διαµορφώνονται κατά τη διαδικασία εκπαίδευσης. Μέσω της εφαρµοζόµενης
σιγµοειδούς συνάρτησης σ οι έξοδοι των πυλών περιορίζονται στο δίαστηµα [0,1], όπου
για έξοδο ίση µε 0 η ϱοή πληροφορίας διακόπτεται, ενώ για έξοδο ίση µε 1 η πληροφορία
ϱέει πλήρως. Σηµειώνουµε επίσης ότι η µεταβλητή c̃t αποτελεί την υποψήφια νέα
τιµή της κατάστασης κελιού. Τελικά, το µέγεθος ct προκύπτει από την προηγούµενη
αντίστοιχη τιµή ct−1 (ένα τµήµα της οποίας µπορούµε να αγνοήσουµε µε χρήση της
forget gate ft ) και της υποψήφιας νέας τιµής c̃t (η επίδραση της οποίας καθορίζεται
από την it ). Η τελική κρυφή κατάσταση ενός κελιού t, ht, αποτελεί συνάρτηση της
υπολογιζόµενης cell state ct και της output gate ot. Παρατηρούµε ότι η συµπεριφορά
ενός απλού RNN µπορεί να προσοµοιαστεί ϑέτοντας τις εξόδους των πυλών it και ot ίσες
µε 1 και την έξοδο της πύλης ft ίση µε 0. [35]
΄Ενας τύπος δικτύων παρεµφερής µε τα LSTM δίκτυα, αποτελεί αυτός των λεγόµενων
Gated Recurrent Unit ή GRU δικτύων. Τα δίκτυα αυτά προτάθηκαν το 2014 [36]
κι έκτοτε έχουν χρησιµοποιηθεί σε πολλές εφαρµογές ως µια πιο απλή εκδοχή των
LSTMs, για την αντιµετώπιση του vanishing gradients προβλήµατος. Στην περίπτωση
των GRUs οι πύλες είναι δύο αντί για τρεις, ενώ δεν γίνεται διάκριση µεταξύ cell και
hidden κατάστασης, όπως ϕαίνεται στη συνέχεια :

ut = σ(Wuhht−1 +Wuxxt + bu)
rt = σ(Wrhht−1 +Wrxxt + br)
h̃t = tanh(Whh(rt ∗ ht−1) +Whtxt + bh)
ht = ut ∗ ht−1 + (1 − ut) ∗ h̃t

(3.27)

όπου W και b τα αντίστοιχα ϐάρη και biases, σ η σιγµοειδής συνάρτηση, και ut, rt η
update και η reset πύλη αντίστοιχα. [35]
Με ϐάση εµπειρικές συγκρίσεις που έχουν πραγµατοποιηθεί [37] [38], τα LSTM και
GRU δίκτυα εµφανίζουν συγκρίσιµες επιδόσεις στις περισσότερες εφαρµογές. Παρόλα
αυτά, οι λιγότερες εκπαιδεύσιµες παράµετροι που περιλαµβάνουν τα GRUs πιθανόν
να καθιστούν την εκπαίδευσή τους συντοµότερη και αποδοτικότερη. Αντίστοιχα, η
µεγαλύτερη εκφραστικότητα των LSTMs ϑα µπορούσε να αξιοποιηθεί σε περιπτώσεις
εκτενέστερων και περιπλοκότερων συνόλων δεδοµένων.

3.5 Εκπαίδευση και αξιολόγηση τεχνητών νευρωνικών
δικτύων

3.5.1 Ταξινόµηση ειδών µάθησης

Τα είδη µηχανικής µάθησης ποικίλλουν και ένα από τα ϐασικότερα κριτήρια ταξι-
νόµησης τους αποτελεί το εάν αυτές πραγµατοποιούνται υπό την επίβλεψη κάποιου
¨δασκάλου¨ ή όχι. Στην πρώτη περίπτωση, δηλαδή στην περίπτωση επιβλεπόµενης
(supervised) µάθησης, υποθέτουµε ότι υπάρχει ήδη κάποια γνώση στο περιβάλλον, η
οποία παρουσιάζεται στο εκπαιδευόµενο µοντέλο υπό την µορφή ενός συνόλου εισόδων
και των αντίστοιχων, επιθυµητών εξόδων. Οι παράµετροι του δικτύου προσαρµόζονται
υπό την συνδυασµένη επίδραση αυτού του συνόλου εκπαίδευσης (training set) και ενός
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σήµατος σφάλµατος (error signal), το οποίο ποσοτικοποιεί τη διαφορά µεταξύ υπολο-
γιζόµενων και επιθυµητών εξόδων. Καθώς το σφάλµα αυτό αποτελεί συνάρτηση όλων
των ελεύθερων παραµέτρων του δικτύου, µπορεί να οριστεί µια επιφάνεια, η λεγόµενη
επιφάνεια σφάλµατος. Μέσω της προσαρµογής των ϐαρών του µοντέλου και µεθόδων
ϐελτιστοποίησης gradient descent [39], αναζητείται ένας συνδυασµός παραµέτρων ο
οποίος αντιστοιχεί σε τοπικό ή ολικό ελάχιστο της προαναφερθείσας επιφάνειας.
Η διαδικασία εκπαίδευσης πραγµατοποιείται µε επαναληπτικό τρόπο, καθώς τα Ϲεύγη
εισόδων-επιθυµητών εξόδων (ή πρότυπα) παρουσιάζονται στο δίκτυο µε κυκλική σειρά
και όταν εξαντληθούν επαναλαµβάνονται από την αρχή. ΄Ενας πλήρης κύκλος χρήσης
όλων των προτύπων ονοµάζεται εποχή (epoch). ΄Οταν το υπολογιζόµενο σφάλµα έχει
ελαχιστοποιηθεί ικανοποιητικά, ϑεωρούµε ότι η γνώση από το περιβάλλον έχει µετα-
ϕερθεί επαρκώς στο υπό εκπαίδευση µοντέλο. [20], [22]

Σχήµα 3.10: Εννοιολογική απεικόνιση της επιβλεπόµενης µάθησης [20]

Η επιβλεπόµενη µάθηση χρησιµοποιείται συχνά σε εφαρµογές ταξινόµησης, όπου µε
ϐάση µοτίβα που έχουν ήδη εξαχθεί από το µοντέλο µέσω της εκπαίδευσής του, οι
νέοι είσοδοι ταξινοµούνται σε προκαθορισµένες, διακριτές κατηγορίες. Ανάλογα µε το
πλήθος των κλάσεων αυτών, η ταξινόµηση µπορεί να διακριθεί σε δυαδική (binary) ή
multi-class. Στην πρώτη περίπτωση, οι διαθέσιµες κλάσεις εξόδου είναι δύο, ενώ στη
δεύτερη, τα αντικείµενα εισόδου κατηγοριοποιούνται σε µία κλάση ανάµεσα σε πάνω
από δύο διαθέσιµες. Για περιπτώσεις ταξινόµησης όπου οι είσοδοι µπορούν να ανήκουν
σε πάνω από µία κατηγορία, λέµε ότι έχουµε multi-label ταξινόµηση. ∆ηµοφιλείς ταξι-
νοµητές αποτελούν τα τεχνήτα νευρωνικά δίκτυα, τα δέντρα απόφασης (decision trees),
τα Support Vector Machines (SVMs) και αλγόριθµοι όπως ο Naïve Bayes και ο k-
Nearest Neighbours (k-NN).
Αντίστοιχα, σε εφαρµογές όπου η επιθυµητή έξοδος του δικτύου αποτελεί µια συνεχή,
αριθµητική τιµή, ως µέθοδος πρόβλεψης χρησιµοποιείται συχνά η στατιστική µέθοδος
της παλινδρόµησης (regression). Μέσω της συγκεκριµένης τεχνικής, επιχειρείται να
γίνει κατανοητός ο τρόπος µε τον οποίο ένα πλήθος ανεξάρτητων µεταβλητών επηρεάζει
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κάποιες άλλες, εξαρτηµένες µεταβλητές. Στο πεδίο της µηχανικής µάθησης ανεξάρ-
τητες µεταβλητές µπορούν να ϑεωρηθούν τα χαρακτηριστικά (features) των δεδοµένων
εισόδου, τα οποία καθορίζουν την τελική έξοδο του δικτύου, η οποία αποτελεί την εξαρ-
τηµένη µεταβλητή. [40]
Αντίθετα, στην περίπτωση της µη επιβλεπόµενης (unsupervised) µάθησης τα δεδοµένα
εκπαίδευσης που τροφοδοτούν ένα δίκτυο δεν είναι επισηµασµένα, οπότε το δίκτυο
καλείται να εξάγει από µόνο του αναπαραστάσεις και πρότυπα που τα περιγράφουν σε
ικανοποιητικό ϐαθµό. Συνήθεις εφαρµογές µη επιβλεπόµενης µάθησης περιλαµβάνουν
την οµαδοποίηση (clustering) των δεδοµένων εισόδου, αλλά και την αναπαράστασή τους
µε µειωµένα χαρακτηριστικά, σε χώρους λιγότερων διαστάσεων (dimensionality redu-
ction). [41] Μια ακόµη µορφή µάθησης χωρίς εκπαιδευτή είναι η λεγόµενη ενισχυµένη
µάθηση (reinforcement learning). Στόχος της ενισχυµένης µάθησης είναι η ανάπτυξη
ενός αυτοσυντηρούµενου συστήµατος το οποίο σε συνεχείς αλληλουχίες προσπαθεί και
αποτυγχάνει. Το σύστηµα ϐελτιώνεται παρατηρώντας τις συνέπειες των προηγούµενων
δράσεών του, οι οποίες γίνονται καλύτερα αντιληπτές µέσω σηµάτων ανταµοιβής που
παρέχονται από το περιβάλλον. Τα σήµατα ανταµοιβής χρησιµεύουν ως εργαλείο πλο-
ήγησης για τους αλγόριθµους ενίσχυσης, αφού συµβάλλουν στην κατανόηση της ορθής
και λανθασµένης πορείας δράσης. [42]

3.5.2 Τεχνικές εκπαίδευσης στην επιβλεπόµενη µάθηση

Καθώς η παρούσα εργασία αποτελεί µια εφαρµογή ταξινόµησης µε χρήση επιβλεπόµε-
νης µάθησης, στη συνέχεια παρουσιάζονται µε µεγαλύτερη λεπτοµέρεια οι συνήθεις
τεχνικές που επιστρατεύονται για την εκπαίδευση και την αξιολόγηση ML µοντέλων µε
επισηµασµένα (labeled) δεδοµένα.
Στην πιο απλή εκδοχή εκπαίδευσης, το διαθέσιµο σύνολο δεδοµένων διασπάται σε δύο
ξένα µεταξύ τους υποσύνολα, στο σύνολο εκπαίδευσης (training set) και στο σύνολο ε-
λέγχου (test set). Η συγκεκριµένη µέθοδος ονοµάζεται hold-out µέθοδος, και µε ϐάση
αυτήν, µόνο το training set χρησιµοποιείται για την προσαρµογή των ϐαρών του υπό
εκπαίδευση δικτύου. Αντίστοιχα, το test set (µε συνήθες µέγεθος 20% - 30% του αρχι-
κού dataset) χρησιµοποιείται αποκλειστικά για την αξιολόγησή του µοντέλου µε ϐάση
κάποιες επιλεγµένες µετρικές, αφού έχει ολοκληρωθεί η διαδικασία της εκπαίδευσης.
Η τεχνική αυτή χρησιµοποιείται συχνά λόγω της υπολογιστικής της απλότητας και τα
αποτελέσµατά της ϑεωρούνται σχετικά αξιόπιστα, ειδικά στην περίπτωση πολύ εκτε-
νών συνόλων δεδοµένων. Παρόλα αυτά, στην περίπτωση πιο περιορισµένων σε µέγεθος
datasets, είναι συχνά ϑεµιτή η αξιοποίηση όλων των αρχικών δεδοµένων για την εκ-
παίδευση του δικτύου, µε στόχο την καλύτερη συµπερίληψη όλων των περιπτώσεων
που µπορούν να συναντηθούν στο εξεταζόµενο πρόβληµα. ΄Ενα ακόµα µειονέκτηµα της
hold-out µεθόδου αποτελεί το γεγονός ότι τα συµπεράσµατά της εξαρτώνται σε µεγάλο
ϐαθµό από το πως γίνεται ο διαµοιρασµός των δεδοµένων σε train και test sets, µε
αποτέλεσµα να πλήττεται η αξιοπιστία της.
Για την αντιµετώπιση των παραπάνω προβληµάτων, µια δηµοφιλής εναλλακτική απο-
τελεί η µέθοδος διασταυρωµένης επικύρωσης (k-fold cross-validation) ή k-fold CV. Με
ϐάση την τεχνική αυτή, τα διαθέσιµα δεδοµένα του προβλήµατος διαχωρίζονται σε k
ίσα (ή σχεδόν ίσα) διαφορετικά υποσύνολα (ή folds) και η hold-out µέθοδος εκτελείται
k ϕορές. Σε κάθε επανάληψη, ένα διαφορετικό υποσύνολο χρησιµοποιείται ως σύνολο
ελέγχου, ενώ τα υπόλοιπα k −1 folds χρησιµοποιούνται ως ένα εννιαίο training set. Το
σφάλµα του υπό εξέταση µοντέλου υπολογίζεται τελικά ως ο µέσος όρος των επιµέρους
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σφαλµάτων που προκύπτουν από κάθε εκτέλεση. ΄Ετσι, το µοντέλο εκπαιδεύεται και
αξιολογείται σε k διαφορετικά σύνολα, µειώνοντας την πιθανότητα εµφάνισης ικανοποι-
ητικής απόδοσης λόγω του τρόπου διαµοιρασµού των δεδοµένων. Επίσης, το αρχικό
dataset συµµετέχει στη διαδικασία προσαρµογής ϐαρών στο σύνολό του, κάτι που είναι
ιδιαίτερα σηµαντικό στην περίπτωση περιορισµένων δεδοµένων. Παρόλα αυτά, αξίζει να
σηµειωθεί ότι λόγω των περισσότερων επαναλήψεων που απαιτούνται, η µέθοδος k-fold
cross-validation διακρίνεται από υψηλότερη υπολογιστική πολυπλοκότητα. [43]

Σχήµα 3.11: Η k-fold cross-validation µέθοδος για k ίσο µε 5 [44]

Μια ειδική, ακραία περίπτωση της k-fold cross-validation, είναι η τεχνική leave-one-
out cross-validation (ή LOOCV) όπου η τιµή k τίθεται ίση µε το συνολικό πλήθος των
δειγµάτων (έστω N ). ΄Ετσι το υπό µελέτη µοντέλο εκπαιδεύεται µε N διαφορετικά σύνο-
λα, όπου σε κάθε περίπτωση το training set έχει µέγεθος N − 1, ενώ η πρόβλεψη και
η αξιολόγηση γίνονται µόνο για ένα µεµονωµένο δείγµα. Το κυριότερο πλεονέκτηµα
της LOOCV είναι ότι κάθε ϕορά το αρχικά διαθέσιµο dataset αξιοποιείται σχεδόν ο-
λόκληρο, µε άµεση ϐέβαια επιβάρυνση στις χρονικές και υπολογιστικές απαιτήσεις της
µεθόδου. Τέλος, µια ακόµα σηµαντική µορφή της k-fold cross-validation είναι η stra-
tified k-fold cross-validation. Η τεχνική αυτή είναι πανοµοιότυπη µε την απλή k-fold
cross-validation µέθοδο, µόνο που πριν τη διαίρεση σε k υποσύνολα, τα δεδοµένα ανα-
διατάσσονται, έτσι ώστε το κάθε τελικό υπόσυνολο να είναι όσο το δυνατόν περισσότερο
αντιπροσωπευτικό του αρχικού συνόλου. Για παράδειγµα, αν το αρχικό dataset απο-
τελείται από στοιχεία δύο κλάσεων, µε κατανοµή κλάσεων 50%, γίνεται προσπάθεια
έτσι ώστε το κάθε fold να διακρίνεται από κατανοµή κλάσεων της ίδιας περίπου τιµής.
Η τεχνική stratified k-fold cross-validation είναι ιδιαιτέρως χρήσιµη για περιπτώσεις
συνόλων που χαρακτηρίζονται από ανισορροπία κλάσεων. [43], [45]

3.5.3 Προεπεξεργασία δεδοµένων

Η διαδικασία συλλογής και προεπεξεργασίας των δεδοµένων εκπαίδευσης αποτελεί ένα
από τα σηµαντικότερα στάδια σε εφαρµογές µηχανικής µάθησης. Η ποσότητα, αλλά
και ποιότητα των διαθέσιµων data καθορίζουν σε µεγάλο ϐαθµό τα µελλοντικά, τελικά
αποτελέσµατα και για αυτό, ένα σηµαντικό µερίδιο χρόνου αφιερώνεται στην εξόρυξη
και επεξεργασία τους. Το στάδιο προεπεξεργασίας συχνά περιλαµβάνει διαδικασίες
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καθαρισµού (εξαίρεση ή διόρθωση µη έγκυρων τιµών), κανονικοποίησης, µείωσης χα-
ϱακτηριστικών (feature extraction/selection) και παραγωγής νέων χαρακτηριστικών
από τα υπάρχοντα (feature construction).

Κανονικοποίηση δεδοµένων

Ειδικότερα, η κανονικοποίηση (normalization) αποτελεί µια εδραιωµένη µέθοδος προ-
επεξεργασίας σε εφαρµογές τεχνητών νευρωνικών δικτύων, καθώς έχει ϕανεί ότι ϐελτι-
ώνει την απόδοσή τους και επιταχύνει τη διαδικασία της εκπαίδευσης. Ο περιορισµός
των δεδοµένων εισόδου σε ένα προκαθορισµένο εύρος σταθµίζει την επιρροή που δια-
ϑέτουν τυχούσες τιµές-outliers, µε αποτέλεσµα τιµές που δεν είναι χαρακτηριστικές
του συνόλου εκπαίδευσης, και πιθανώς να αντιστοιχούν σε λανθασµένες µετρήσεις, να
επηρεάζουν σε µικρότερο ϐαθµό τα τελικά αποτελέσµατα. Επιπλέον, η κανονικοποίηση
είναι ιδιαιτέρως σηµαντική σε περιπτώσεις όπου τα χαρακτηριστικά εισόδου ϐρίσκονται
σε διαφορετική κλίµακα. Μέσω του µετασχηµατισµού τους, οι υψηλότερες αριθµητικές
τιµές ορισµένων χαρακτηριστικών παύουν να επικρατούν έναντι άλλων, χαµηλότερων
τιµών, κι επόµενως τα χαρακτηριστικά αυτά λαµβάνονται εξίσου υπόψιν κατά την προ-
σαρµογή των ϐαρών, από την αρχή της εκπαίδευσης. Καθώς οι µέθοδοι κανονικοποίη-
σης ποικίλλουν, στη συνέχεια παραθέτουµε δύο από τις πιο συχνά χρησιµοποιούµενες
τεχνικές :

1. Z-score κανονικοποίηση

x
′

i,n =
xi,n − µi

σi
(3.28)

όπου µi και σi η µέση τιµή και η τυπική απόκλιση του i-οστού χαρακτηριστικού
εισόδου και xi,n, x

′

i,n η αρχική και τελική τιµή του n-οστού στοιχείου του i-οστού
feature.

2. Min-Max κανονικοποίηση

x
′

i,n =
xi,n −min(xi)

max(xi) −min(xi)
(nMax − nMin) + nMin (3.29)

όπου µε min(xi) και max(xi) συµβολίζονται η ελάχιστη και η µέγιστη τιµή του
i-οστού χαρακτηριστικού. Με τους όρους nMin και nMax συµβολίζονται τα κάτω
και άνω όρια του διαστήµατος όπου ϑα ανήκουν όλα τα δεδοµένα έπειτα από
την κανονικοποίησή τους. Συνήθως, ως διαστήµατα επιλέγονται τα [0, +1] ή [-1,
+1]. [46]

Αντιµετώπιση ανισορροπίας κλάσεων δεδοµένων

΄Ενα πρόβληµα το οποίο συναντάται συχνά σε εφαρµογές του πραγµατικού κόσµου και
µπορεί να αντιµετωπιστεί µερικώς µέσω προεπεξεργασίας των δεδοµένων εισόδου, ε-
ίναι το πρόβληµα της ανισορροπίας κλάσεων (class imbalance problem). Σε αυτό το
πρόβληµα, τα περισσότερα διαθέσιµα δείγµατα ανήκουν στην µία κλάση (κλάση πλειο-
ψηφίας ή majority class), ενώ πολύ λιγότερα δείγµατα ανήκουν σε µια δεύτερη κλάση,
η οποία αποτελεί την κλάση µειοψηφίας (minority class). Η κλάση µειοψηφίας είναι
συνήθως και η κλάση της οποίας η πρόβλεψη έχει τη µεγαλύτερη ερευνητική και ε-
πιχειρηµατική αξία, καθώς αυτή αποτυπώνει ένα σπάνιο, αξιοσηµείωτο ή και επιζήµιο
γεγονός. Ενδεικτικές εφαρµογές που χαρακτηρίζονται από ανισορροποία κλάσεων είναι
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προβλήµατα ανίχνευσης εξαπάτησης (fraud detection), πρόβλεψης ϕυσικών καταστρο-
ϕών και ιατρικές εφαρµογές. Σε περιπτώσεις ανισορροπίας δεδοµένων έχει αποδειχθεί
ότι οι συµβατικοί ταξινοµητές δεν αποδίδουν εξίσου καλά, καθώς η κλάση πλειοψηφίας
τείνει να κυριαρχεί κατά την διαδικασία προσαρµογής ϐαρών και η κλάση µειοψηφίας
τελικά υποεκπροσωπείται.
Για τη διαχείριση της παραπάνω προβληµατικής κατάστασης επιστρατεύονται µέθοδοι
προεπεξεργασίας, αλλά και πιο σύνθετοι αλγόριθµοι εκπαίδευσης και ταξινόµησης.
Οι συνηθέστερες τεχνικές προεπεξεργασίας επιχειρούν να µεταβάλλουν την κατανο-
µή των δεδοµένων εισόδου, µέσω υποδειγµατοληψίας (undersampling) ή/και υπερ-
δειγµατοληψίας (oversampling) των κλάσεων πλειοψηφίας και µειοψηφίας αντίστοιχα.
Στην πρώτη προσέγγιση (περίπτωση υποδειγµατοληψίας), αφαιρούνται δείγµατα που
ανήκουν στη majority class µε ϐάση κάποιο προκαθαρισµένο κριτήριο, ή µέσω τυχα-
ίας επιλογής. Η µέθοδος αυτή εφαρµόζεται κυρίως στην περίπτωση όπου ο όγκος των
αρχικών δεδοµένων είναι επαρκής και ο ϕόβος απώλειας χρήσιµης πληροφορίας είναι
αµελητέος.
Αντίστοιχα, η τεχνική της υπερδειγµατοληψίας επαυξάνει τα δεδοµένα της minority
class µέσω τυχαίου πολλαπλασιασµού ορισµένων εξ αυτών (random oversampling) ή
πιο σύνθετων υπολογισµών. Η τυχαία υπερδειγµατοληψία, αν και απλή διαδικασία, ε-
νισχύει τον κίνδυνο για overfitting, δηλαδή την πιθανότητα το υπό εκπαίδευση µοντέλο
να αποµνηµονεύσει ιδιαιτερότητες και ϑόρυβο που περιέχονται στο training set, µε α-
ποτέλεσµα την υποβάθµιση της ικανότητας γενίκευσής του. Για τον λόγο αυτό, µέθοδοι
όπως η SMOTE (Synthetic Minority Oversampling TEchnique) [47], η παραλλαγή της
Bordeline SMOTE [48] και ο Adaptive Synthetic (ADASYN) [49] αλγόριθµος αποτελούν
δηµοφιλείς εναλλακτικές, καθώς παράγουν νέα συνθετικά δεδοµένα από τα υπάρχο-
ντα. Η σύνθεση δεδοµένων συντελείται µέσω παρεµβολών σε ήδη κοντινά δείγµατα της
κλάσης µειοψηφίας και πραγµατοποιείται σε όλο τον δειγµατικό χώρο, ή για την πε-
ϱίπτωση της Bordeline SMOTE, µόνο γύρω από τη διαχωριστική επιφάνεια των κλάσε-
ων. Πέρα από τη µεταβολή της κατανοµής των δεδοµένων εισόδου, για την αντιµετώπι-
ση της ανισορροπίας κλάσεων εφαρµόζονται ακόµα η µάθηση µε ευαισθησία κόστους
(cost-sensitive learniing), πιο σύνθετα ML µοντέλα (όπως ensemble µοντέλα), ενώ τέλος
χρησιµοποιούνται πολλαπλές, πιο ενδεικτικές µετρικές αξιολόγησης. [50], [51]

3.5.4 Μετρικές αξιολόγησης µοντέλων µηχανικής µάθησης

΄Επειτα από την εκπαίδευση ενός δικτύου, είναι απαραίτητη η αξιολόγηση του µε ϐάση
κάποιες µετρικές. Ανάλογα µε το αν η υπό εξέταση εφαρµογή αποτελεί classification
ή regression πρόβληµα, οι χρησιµοποιούµενες µετρικές µπορεί να διαφέρουν. Επειδή
στην περίπτωση µας το πρόβληµα που µελετάται αντιστοιχεί σε πρόβληµα δυαδικής
ταξινόµησης, στη συνέχεια περιγράφονται µετρικές που εφαρµόζονται για αυτόν τον
σκοπό, αφού αρχικά γίνει µια παρουσίαση των σχετιζόµενων όρων TP (True Positive),
TN (True Negative), FP (False Positive) και FN (False Negative). Για τους παρακάτω
ορισµούς υποθέτουµε ότι µία από τις δύο κατηγορίες ταξινόµησης ονοµάζεται ϑετική
κλάση, ενώ η δεύτερη ονοµάζεται αρνητική.

1. True Positive (TP): Αναφέρεται στο σύνολο των δειγµάτων για τα οποία η πρόβλεψη
του µοντέλου είναι ϑετική, ενώ η πραγµατική τιµή είναι επίσης ϑετική και άρα η
ταξινόµηση πραγµατοποιείται ορθά.

2. True Negative (TN): Αναφέρεται στο σύνολο των δειγµάτων για τα οποία η προ-
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ϐλεπόµενη κλάση από το µοντέλο είναι η αρνητική, ενώ η πραγµατική τιµή είναι
επίσης αρνητική και άρα η ταξινόµηση πραγµατοποιείται ορθά.

3. False Positive (FP): Περιγράφει τις περιπτώσεις δειγµάτων τα οποία κατατάσσο-
νται στην ϑετική κλάση, ενώ στην πραγµατικότητα ανήκουν στην αρνητική, κι
εποµένως η ταξινόµηση πραγµατοποιείται λανθασµένα.

4. False Negative (FN): Περιγράφει τις περιπτώσεις δειγµάτων τα οποία κατατάσσο-
νται στην αρνητική κλάση, ενώ στην πραγµατικότητα ανήκουν στην ϑετική, και
άρα η ταξινόµηση πραγµατοποιείται λανθασµένα.

Με ϐάση τις παραπάνω έννοιες µπορούµε να ορίσουµε τις µετρικές αξιολόγησης accu-
racy, recall, precision και F1-score:

1. Accuracy: ποσοστό επιτυχίας του µοντέλου κατά την ταξινόµηση όλων των δειγ-
µάτων και στις δύο κλάσεις.

TP + TN

TP + TN + FP + FN
(3.30)

2. Recall: ποσοστό των συνολικών ϑετικών δειγµάτων τα οποία ταξινοµήθηκαν σω-
στά, καλείται ισοδύναµα True Positive Rate (TPR) ή και Sensitivity.

TP

TP + FN
(3.31)

3. Precision: ποσοστό των ϑετικών προβλέψεων που αντιστοιχούν σε πραγµατικά
ϑετικές τιµές.

TP

TP + FP
(3.32)

4. F1-score: ο αρµονικός µέσος των precision και recall, χρησιµοποιείται για µια
πιο ισορροπηµένη αξιολόγηση του µοντέλου, λαµβάνοντας υπόψιν και τις δύο
αυτές µετρικές.

2 ·
precision · recall

precision + recall
(3.33)

Μια ακόµα χρήσιµη µετρική αξιολόγησης ταξινοµητών αποτελεί η AUC (Area Under the
Curve), η οποία προκύπτει από το λεγόµενο ROC (Receiver Operating Characteristic)
διάγραµµα. Το διάγραµµα αυτό προκύπτει σχεδιάζοντας το µέγεθος recall (ή True Po-
sitive Rate) σε σχέση µε το False Positive Rate (FPR), που ορίζεται αντίστοιχα ως FN

TP+FN ,
για διάφορα κατώφλια ταξινόµησης. Μέσω του ROC διαγράµµατος και της περιοχής
κάτω από την αντίστοιχη ROC καµπύλη (AUC) αποτυπώνεται η διαχωριστική ικανότητα
του εξεταζόµενου ταξινοµητή. Πιο αναλυτικά, υψηλότερες τιµές AUC αντιστοιχούν σε
καλύτερη ικανότητα ταξινόµησης, µε τιµή ίση µε 1 να αντιστοιχεί σε ορθή πρόβλεψη
όλων των ϑετικών και αρνητικών δειγµάτων. Αντίστοιχα, για τιµές AUC µεγαλύτερες
από 0.5, το εξεταζόµενο µοντέλο καταλήγει σε περισσότερα TP και TN αποτελέσµατα,
από ό,τι σε FP και FN. [52]
Σηµειώνουµε τέλος ότι οι παραπάνω µετρικές αναφέρονται στην περίπτωση της δυα-
δικής ταξινόµησης, παρόλα αυτά ο ορισµός τους µπορεί να επεκταθεί για να κα-
λύπτει και την περίπτωση ταξινόµησης µε πολλαπλές κλάσεις (multi-class classifi-
cation). [53]
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Κεφάλαιο 4

Ερµηνευσιµότητα

4.1 Η αξία της ερµηνευσιµότητας στον κλάδο της τε-
χνητής νοηµοσύνης

Τα τελευταία χρόνια, τα εφαρµοζόµενα συστήµατα τεχνητής νοηµοσύνης γίνονται όλο
και πιο σύνθετα και οι χρήσεις τους επεκτείνονται σε όλο κι ευρύτερο ϕάσµα ανθρω-
πίνων δραστηριοτήτων. Ενδεικτικά αναφέρουµε ότι στις µέρες µας, διάφορα µοντέλα
µηχανικής µάθησης συναντώνται σε τραπεζικά συστήµατα, συστήµατα ιατρικής πε-
ϱίθαλψης, κοινωνικής δικτύωσης, αλλά και άµυνας, µεταξύ άλλων. Παράλληλα, τα
περισσότερα από αυτά τα ΑΙ µοντέλα χαρακτηρίζονται από σηµαντική πολυπλοκότητα.
Αν και η πολυπλοκότητα αυτή συνήθως συµβάλλει στη υψηλότερη αποτελεσµατικότητα
τους, καθιστά την πλήρη κατανόηση και ερµηνεία του τρόπου λειτουργίας τους απρο-
σπέλαστες ακόµα και για τους ίδιους τους κατασκευαστές τους. Τέτοια συστήµατα
δρουν ως αδιαφανείς λειτουργικές µονάδες ή «µαύρα κουτιά» (black-boxes) και η σύν-
ϑεση τους πραγµατοποιείται µέσω µιας trial-and-error διαδικασίας, κατά την οποία ο
εκάστοτε µηχανικός πειραµατίζεται µε τη δοµή και τις υπερπαραµέτρους του δικτύου,
µε στόχο την ϐελτιστοποίηση του.
Τα παραπάνω έχουν ως άµεσο αποτέλεσµα να πλήττεται η αξιοπιστία και η εµπιστοσύνη
προς τα σύνθετα αυτά µοντέλα και να εκφράζονται επιφυλάξεις για την εφαρµογή τους
σε προβλήµατα του πραγµατικού κόσµου και κατά τη λήψη καίριων αποφάσεων. ΄Ετσι,
η γενικότερη εφαρµοσιµότητα της τεχνητής νοηµοσύνης περιορίζεται, ενώ στις περι-
πτώσεις που αυτή χρησιµοποιείται δεν είναι πάντοτε εύκολη η επαλήθευση της ακεραι-
ότητας και της ορθότητας των αποτελεσµάτων της. Για την αντιµετώπιση των προαναφερ-
ϑέντων προκλήσεων, επιστρατεύονται µέθοδοι του κλάδου της Ερµηνεύσιµης Τεχνητής
Νοηµοσύνης (Explainable AI ή ΧΑΙ). Αυτό το ταχέως αναπτυσσόµενο πεδίο επιχειρεί,
µέσω ενός συνόλου διαδικασιών, να παρέχει εξηγήσεις (explanations) για την έξοδο
ΑΙ συστηµάτων. Στόχος είναι η ϐαθύτερη κατανόηση και η εξάλειψη τυχόν συστηµατι-
κών σφαλµάτων και προκαταλήψεων (bias) ML συστηµάτων, πριν αυτά κυκλοφορήσουν
στην αγορά. Τελικά, µέσω των XAI µεθόδων επιτυγχάνεται ο σχεδιασµός ορθότερων, πιο
δίκαιων (fair) και πιο διαφανών µοντέλων, αυξηµένης αξιοπιστίας. [54]
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Σχήµα 4.1: Στόχοι της Explainable AI [54]

Ειδικότερα στον ιατρικό τοµέα, το χαρακτηριστικό της ερµηνευσιµότητας διαθέτει α-
κόµα µεγαλύτερη σηµασία, λόγω της κρισιµότητας των αποφάσεων που καλούνται να
λάβουν τα συστήµατα αποφάσεων τεχνητής νοηµοσύνης. Σε αυτές τις περιπτώσεις, η
κατανόηση της συλλογιστικής πορείας και του τρόπου εξαγωγής αποτελεσµάτων των
µοντέλων µπορεί να αποτρέψει τη λήψη λανθασµένων αποφάσεων και να διαδραµα-
τίσει καθοριστικό ϱόλο όταν οι κρίσεις των ΑΙ συστηµάτων δεν συµφωνούν µε αυτές των
επαγγελµατιών υγείας. Η αξία της ερµηνεύσιµης τεχνητής νοηµοσύνης τα τελευταία
χρόνια εδραιώνεται και νοµικά, µε χαρακτηριστικό παράδειγµα τον ευρωπαϊκό Γενικό
Κανονισµό για τη Προστασία των ∆εδοµένων (General Data Protection Regulation ή
GDPR) του 2018. Με ϐάση το GDPR, κατοχυρώνεται το δικαίωµα στην εξήγηση (right
of explanation), σύµφωνα µε το οποίο οι ασθενείς δικαιούνται να λάβουν ουσιαστικές
πληροφορίες σχετικά µε το πως λήφθηκε µια ιατρική απόφαση που τους αφορά. Αν
και ο νοµικά απαιτούµενος ϐαθµός ερµηνευσιµότητας δεν καθορίζεται σαφώς, είναι
ϐέβαιο ότι παρόµοιες νοµοθετικές προσθήκες ϑα συνεχίσουν να γίνονται στο κοντινό
µέλλον, καθώς όλο και πιο πολύπλοκα ΑΙ συστήµατα γίνονται µέρος της ανθρώπινης
καθηµερινότητας. Τέλος, σηµειώνουµε ότι η χρήση τεχνικών ερµηνευσιµότητας συ-
νάδει µε τις patient-centered προσεγγίσεις ιατρικής περίθαλψης, µε τις οποίες δίνεται
έµφαση στην ενηµέρωση και στη συµπερίληψη του ασθενούς καθ’ όλη τη ϑεραπευτική
διαδικασία. [55]

Σχήµα 4.2: ΑΙ σε σύγκριση µε XAI [54]

39



4.2 Ταξινόµηση µεθόδων ερµηνευσιµότητας

4.2.1 ∆ιαφανή και αδιαφανή µοντέλα µηχανικής µάθησης

Οι τεχνικές ερµηνευσιµότητας, ανάλογα µε το τρόπο εφαρµογής, τα µοντέλα στα οποία
εφαρµόζονται και τα αποτελέσµατά τους, µπορούν να διακριθούν σε κατηγορίες. ΄Ενα
συχνά εµφανιζόµενο κριτήριο ταξινόµησης ϐασίζεται στα χαρακτηριστικά των µοντέλων
µηχανικής µάθησης που µελετώνται. Συγκεκριµένα, τα µοντέλα µπορούν να διακριθο-
ύν σε εγγενώς ερµηνεύσιµα (ή διαφανή) και σε µη-εγγενώς ερµηνεύσιµα (ή black-boxes).
Αν και τα όρια αυτού του διαχωρισµού δεν είναι πάντα σαφή, συνήθως, για να ϑεωρη-
ϑεί ένα σύστηµα διαφανές ϑα πρέπει να διαθέτει κάποια (ή κάποιες) από τις ιδιότητες
simulatability, decomposability ή algorithmic transparency.
΄Οσον αφορά τα simulatable συστήµατα, η λειτουργία αυτών µπορεί να προσοµοιωθεί
λογικά πλήρως από κάποιον άνθρωπο. Για µεγαλύτερα και πιο πολύπλοκα συστήµατα
όπου τέτοια προσοµοίωση δεν είναι πια δυνατή, σε µερικές περιπτώσεις είναι δυνα-
τή η τµηµατοποίησή µε στόχο την µετέπειτα ερµηνεία του κάθε µέρους. Τα µοντέλα
που ανήκουν σε αυτήν την κατηγορία χαρακτηρίζονται από decomposability. Τέλος, τα
εγγενώς ερµηνεύσιµα συστήµατα τα οποία δεν είναι simulatable ή decomposable, µπο-
ϱούν να γίνουν κατανοητά µέσω της algorithmic transparency ιδιότητας. Η ιδιότητα
αυτή προσδίδει την πιο ασθενή µορφή εγγενούς ερµηνευσιµότητας και µε ϐάση αυτή,
η λειτουργία ενός µοντέλου µπορεί να επεξηγηθεί µέσω κατανόησης του αλγορίθµου
που χρησιµοποιείται από αυτό. Χαρακτηριστικό παράδειγµα algorithmic transparent
συστηµάτων είναι τα linear/logical regression µοντέλα. Μερικά ακόµη δηµοφιλή δια-
ϕανή µοντέλα µηχανικής µάθησης αποτελούν τα δέντρα αποφάσεων (decision trees),
οι rule-based learners, τα Bayesian µοντέλα και αλγοριθµικές προσεγγίσεις κοντινότε-
ϱων γειτόνων, όπως ο αλγόριθµος k-nearest neighbors (k-ΝΝ). Παρόλα αυτά, πολλά
ευρέως χρησιµοποιούµενα ML συστήµατα δεν είναι εγγενώς ερµηνεύσιµα, λόγω της
υψηλής περιπλοκότητάς και των πολλών παραµέτρων τους. Συγκεκριµένα, στα αδια-
ϕανή µοντέλα κατατάσσονται συνήθως τα tree ensembles, τα support vector machines
(για τις πιο κοινές συναρτήσεις πυρήνα), καθώς και µοντέλα ϐαθιάς µάθησης, όπως
τα πολυεπίπεδα, τα συνελικτικά και τα αναδροµικά νευρωνικά δίκτυα. Για την πλη-
ϱέστερη κατανόηση των προαναφερθέντων συστηµάτων µπορεί να γίνει χρήση post-hoc
µεθόδων ερµηνευσιµότητας, που εφαρµόζονται µετά την κατασκευή του υπό µελέτη
δικτύου. [56]

4.2.2 Model-specific και model-agnostic µέθοδοι

΄Ενα από τα κυρίαρχα στη ϐιβλιογραφία, κριτήρια ταξινόµησης τεχνικών ερµηνευσι-
µότητας αποτελεί το κριτήριο της εφαρµοσιµότητας. Μέθοδοι που µπορούν να χρησι-
µοποιηθούν σε οποιοδήποτε µοντέλο µηχανικής µάθησης, ανεξάρτητα από την αρχι-
τεκτονική του, υπάγονται στην model-agnostic κατηγορία. Για να εφαρµοστεί κάποια
model-agnostic τεχνική απαιτείται γνώση µόνο των δεδοµένων εισόδου και εξόδου.
Αντίθετα, κάθε µέθοδος ερµηνευσιµότητας που ανήκει στη λεγόµενη model-specific
κατηγορία, εφαρµόζεται σε συγκεκριµένο τύπο ML συστηµάτων ή υπό συγκεκριµένες
συνθήκες. Ενδεικτικά, αναφέρουµε τις δηµοφιλείς model-specific τεχνικές ερµηνευ-
σιµότητας Integrated Gradients, SmoothGrad και Grad-CAM, οι οποίες οπτικοποιούν
την αξία που προσδίδεται από µοντέλα ϐαθιάς µάθησης σε κάθε διαφορετικό χαρακτηρι-
στικό εισόδου κατά τις προβλέψεις τους. Για παράδειγµα, η Grad-CAM τεχνική µπορεί
να χρησιµοποιηθεί για τη διάκριση των εικονοστοιχείων στα οποία δίνει τη µεγαλύτερη
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έµφαση ένα συνελικτικό νευρωνικό δίκτυο κατά τις προβλέψεις του. [55] Αντίστοιχα, ση-
µαντικές model-agnostic προσεγγίσεις αποτελούν οι τεχνικές LIME (Local Interpretable
Model-agnostic Explanations) και SHAP (Shapley Additive exPlanations). [56]

Σχήµα 4.3: Ενδεικτική χρήση της model-specific Grad-CAM τεχνικής για την επεξήγη-
ση CNN ταξινοµητή δύο κλάσεων (γάτες και σκύλοι) [57]

4.2.3 Τοπικές (local) και καθολικές (global) µέθοδοι

Τέλος, ένας ακόµη δυνατός τρόπος κατηγοριοποίησης τεχνικών ερµηνευσιµότητας α-
ποτελεί ο διαχωρισµός τους σε τοπικές (local) και καθολικές (global). Συγκεκριµένα, οι
καθολικές µέθοδοι επιχειρούν να κατανοήσουν τον τρόπο µε τον οποίο το υπό µελέτη
µοντέλο πραγµατοποιεί προβλέψεις, λαµβάνοντας ολιστικά υπόψιν τα χαρακτηριστικά
και τις εκπαιδεύσιµες παραµέτρους του. ΄Ετσι, οι παραγόµενες καθολικές εξηγήσεις
είναι εφαρµόσιµες σε όλο το σύνολο δεδοµένων εισόδου. Αντίθετα, οι τοπικές τεχνικές
ερµηνευσιµότητας χρησιµοποιούνται για την κατανόηση του τρόπου λειτουργίας του ML
συστήµατος για µεµονωµένα δείγµατα ή υποοµάδες του συνόλου εισόδου. Τοπικά, η
συµπεριφορά του µοντέλου είναι συχνά απλούστερη (ακόµα και γραµµική), οπότε είναι
δυνατή η πραγµατοποίηση παραδοχών που οδηγούν σε ακριβέστερα συµπεράσµατα για
το εξεταζόµενο τµήµα δεδοµένων. Γενικά, οι τοπικές µέθοδοι εφαρµόζονται πιο εύκολα
σε αδιαφανή, µη-εγγενώς ερµηνεύσιµα µοντέλα, ενώ οι καθολικές σε διαφανή, εγγενώς
ερµηνεύσιµα συστήµατα. [54], [58]

4.3 Post-hoc µέθοδοι ερµηνευσιµότητας: LIME και
SHAP

4.3.1 Local Interpretable Model-agnostic Explanations (LIME)

Η µέθοδος LIME (Local Interpretable Model-agnostic Explanations) [59] αποτελεί µία
model-agnostic, post-hoc µέθοδο ερµηνευσιµότητας που παρέχει τοπικές (local) εξη-
γήσεις. Στόχος είναι η επεξήγηση του black-box µοντέλου f για µεµονωµένα δείγµατα
του συνόλου εισόδου x, µε χρήση ενός υποκατάστατου, ερµηνεύσιµου µοντέλου g.
Πιο συγκεκριµένα, στόχος είναι η παραγωγή των εξηγήσεων ξ (x) µέσω της παρακάτω
σχέσης :

ξ (x) = argming∈GL(f, g, πx) + Ω(g) (4.1)

∆ηλαδή, µε ϐάση τη LIME τεχνική, για την επίτευξη ερµηνευσιµότητας και τοπικής
πιστότητας, αναζητείται το ερµηνεύσιµο µοντέλο g για το οποίο ελαχιστοποιούνται οι
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ποσότητες L(f, g, πx) και Ω(g). Σηµειώνουµε ότι η ποσότητα L(f, g, πx) αποτυπώνει την
απόκλιση του µοντέλου g από το εξεταζόµενο f , για τη γειτονιά γύρω από το σηµείο
ενδιαφέροντος x (έστω πx ), ενώ η ποσότητα Ω(g) αποτελεί µέτρο της πολυπλοκότητας
του g. Το Ω(g) προκύπτει ανάλογα µε το είδος του χρησιµοποιήµενου ερµηνεύσιµου
µοντέλου. Για παράδειγµα, στην περίπτωση όπου αυτό ανήκει στην κλάση των δέντρων
απόφασης, το προαναφερθέν µέγεθος εξαρτάται από το ϐάθος του χρησιµοποιούµενου
δέντρου. Ανίστοιχα, για τον υπολογισµό του L(f, g, πx) στο αρχικό paper χρησιµοποιε-
ίται η σχέση:

L(f, g, πx) =
∑

z,z′∈Z

πx(z)(f (z) − g(z
′

))2, (4.2)

όπου Z σύνολο που περιέχει σηµεία κοντά στο σηµείο ενδιαφέροντος x, πx(z) =
exp(−D(x, z)2/σ2) και D κάποια συνάρτηση απόστασης.
΄Ετσι, ο αλγόριθµος που ακολουθεί η µέθοδος LIME για την προσαρµογή του απλού
µοντέλου γύρω από το εξεταζόµενο δείγµα x είναι ο κάτωθι :

1. Λήψη του δείγµατος x και παραγωγή νέων ¨διαταραγµένων¨ δειγµάτων µε ϐάση
το σύνολο εκπαίδευσης.

2. Πρόβλεψη των πιθανοτήτων για όλα τα διαταραγµένα δείγµατα χρησιµοποιώντας
το σύνθετο/γενικό µοντέλο.

3. Υπολογισµός της απόστασης του δείγµατος x από όλα τα διαταραγµένα δείγµατα
και µετατροπή αυτής της απόστασης σε ϐαθµό οµοιότητας.

4. Επιλογή των m χαρακτηριστικών των διαταραγµένων δεδοµένων που περιγράφουν
καλύτερα το αποτέλεσµα του σύνθετου µοντέλου.

5. Υπολογισµός του απλού µοντέλου µε ϐάση τις προβλέψεις του σύνθετου µοντέλου,
αξιοποιώντας τους ϐαθµούς οµοιότητας των διαταραγµένων δεδοµένων και τα m
επιλεγµένα χαρακτηριστικά τους.

6. Εξαγωγή και χρήση των ϐαρών χαρακτηριστικών του απλού µοντέλου για την
επεξήγηση της συµπεριφοράς του σύνθετου µοντέλου τοπικά, στην περιοχή πx .

Από τα παραπάνω παρατηρούµε ότι υπάρχει µεγάλο περιθώριο ϐελτιστοποίησης της
παραγόµενης εξήγησης. Τα πιο σηµαντικά µεταξύ των επιλογών που επηρεάζουν την
ποιότητα της εξήγησης είναι ο τρόπος δηµιουργίας των διαταραγµένων δεδοµένων, ο
τρόπος υπολογισµού του ϐαθµού οµοιότητας, ο αριθµός και η µέθοδος επιλογής των
m χαρακτηριστικών και τέλος το εφαρµοζόµενο, απλό µοντέλο g.
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Σχήµα 4.4: Η πολύπλοκη, άγνωστη συνάρτηση απόφασης f (που αναπαρίσταται από
τα µπλε/ροζ χρώµατα) δεν µπορεί να περιγραφεί από κάποιο γραµµικό µοντέλο. Υ-
πολογίζονται τα f (z) για τα z κοντά στην περιοχή του σηµείου ενδιαφέροντος (έντονος
κόκκινος σταυρός) και εκτιµάται το γραµµικό µοντέλο (διακεκοµµένη γραµµή) που
εξηγεί τη συµπεριφορά του f τοπικά [59]

4.3.2 SHapley Additive exPlanation (SHAP) Values

Η µέθοδος SHAP (SHapley Additive exPlanation) παρουσιάστηκε για πρώτη ϕορά το
2017 [60] και κάνει χρήση των λεγόµενων Shapley τιµών από την ϑεωρία των παιγνίων,
για την εκτίµηση της συνεισφοράς κάθε χαρακτηριστικού κατά την πραγµατοποίηση
προβλέψεων. ΄Οπως και τις υπόλοιπες µεθόδους προσθετικής συµβολής των χαρακτη-
ϱιστικών, ϑεωρείται ότι το αποτέλεσµα µιας πρόβλεψης εκφράζεται σαν µια γραµµική
συνάρτηση των χαρακτηριστικών. ’Ετσι, εστω ότι f είναι το αρχικό, σύνθετο µοντέλο,
g το απλό, ερµηνεύσιµο µοντέλο και x µια είσοδος. Ακόµα έστω ότι το ερµηνεύσιµο
µοντέλο χρησιµοποιεί µία mapping συνάρτηση x = hx(x ′) για να δηµιουργήσει µία νέα
αναπαράσταση δεδοµένων, που είναι κατανοητή από το g. Τότε η γραµµική συνάρτηση
της εξόδου του ερµηνέυσιµου µοντέλου g ϑα είναι η :

g(x ′) = φ0 +

M∑
i=1

φix
′
i (4.3)

όπου M το πλήθος των χαρακτηριστικών, x ′ ∈ {0, 1}M , g(x ′) ≈ f (hx(x ′)) και φi πραγµα-
τικοί αριθµοί.Είναι επιθυµητή ακόµα η ικανοποίηση των παρακάτω ιδιοτήτων :

1. Τοπική Ακρίβεια (Local Accuracy): η ιδιότητα αυτή απαιτεί από την µέθοδο ε-
ξήγησης g µε είσοδο x ′ να έχει την ίδια έξοδο µε την f (για είσοδο x), δηλαδή
απαιτεί να ισχύει : g(x ′) = f (x).

2. Απουσία (Missingness): η ιδιότητα missingness ορίζει ότι η συµβολή ενός χαρα-
κτηριστικού που δεν περιλαµβάνεται πρέπει να είναι µηδενική: x ′i = 0⇒ φi = 0.

3. Συνέπεια (Consistency): µε ϐάση αυτήν την ιδιότητα, αν η συµβολή ενός απλου-
στευµένου χαρακτηριστικού x ′i αυξηθεί ή παραµείνει η ίδια ανεξάρτητα από τα
υπόλοιπα χαρακτηριστικά, η τιµή φi δεν µπορεί να µειωθεί.
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Αποδεικνύεται ότι η µοναδική λύση δίνεται από τις τιµές Shapley, που προέρχονται
από την Συνεργατική Θεωρία Παιγνίων και περιγράφουν τη συνεισφορά κάθε παίκτη σε
ένα εξεταζόµενο τελικό αποτέλεσµα. Οι τιµές αυτές υπολογίζονται µέσω της παρακάτω
σχέσης :

φi(v) =
∑

S⊂N\{i}

|S|!(n − |S|)!
n!

(v(S ∪ {i}) − v(S)) (4.4)

Οι τιµές Shapley συνδυάζονται µε την επεξήγηση µοντέλων µηχανικής µάθησης αν ως
παίκτες ϑεωρηθούν τα χαρακτηριστικά του συνόλου δεδοµένων, η συνάρτηση κέρδους
είναι το µοντέλο της µηχανικής µάθησης που εξετάζεται και µια πρόβλεψη του µο-
ντέλου αποτελεί το τελικό αποτέλεσµα. ΄Ετσι οι τιµές Shapley ϕανερώνουν τη συµβολή
κάθε χαρακτηριστικού, και άρα και την εξήγηση για µια συγκεκριµένη απόφαση του
µοντέλου:

φi(v) =
∑

S∈F\{i}

|S|!(M − |S| − 1)!
M!

(fS∪{i}(xS∪{i}) − fS(xS)) (4.5)

όπου M είναι το πλήθος των χαρακτηριστικών, S ένα υποσύνολο χαρακτηριστικών,
fS∪{i}(xS∪{i}) η έξοδος του µοντέλου όταν χρησιµοποιείται το S υποσύνολο χαρακτηρι-
στικών µαζί µε το i χαρακτηριστικό του οποίου η Shapley τιµή αναζητείται και fS(xS)
η έξοδος του µοντέλου όταν χρησιµοποιείται µόνο το S υποσύνολο χαρακτηριστικών,
χωρίς το i.
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Κεφάλαιο 5

Βιβλιογραφική Επισκόπηση

Με στόχο τη ϐαθύτερη κατανόηση και την εξοικείωση µε το ερευνητικό πρόβληµα που
αντιµετωπίζεται, πραγµατοποιήθηκε µελέτη της υπάρχουσας, σχετιζόµενης ϐιβλιογρα-
ϕίας. Η ϱαγδαία εξάπλωση του σακχαρώδους διαβήτη και η πολυπλοκότητα της α-
σθένειας, σε συνδυασµό µε την ταχεία ανάπτυξη των υπολογιστικών µεθόδων και τη
µεγαλύτερη διαθεσιµότητα σχετικών δεδοµένων, έχουν στρέψει το ενδιαφέρον πολλών
ερευνητών στο συγκεκριµένο πεδίο, καθιστώντας την εν λόγω ϐιβλιογραφία πλούσια και
πολυδιάστατη. Στο πλαίσιο αυτής της επισκόπησης εστιάζουµε σε µελέτες του πρόσφα-
του παρελθόντος, οι οποίες εφαρµόζουν τεχνικές µηχανικής µάθησης, έναντι άλλων
κλασικών στατιστικών µεθόδων. Καθώς ενδιαφερόµαστε για την εκτίµηση του κινδύνου
εµφάνισης υπογλυκαιµικών και υπεργλυκαιµικών επεισοδίων, επικεντρώνοµαστε στα
ML µοντέλα που προβλέπουν τα επίπεδα γλυκόζης του αίµατος και σχετιζόµενα µε
αυτά γεγονότα (υπογλυκαιµία/υπεργλυκαιµία). Παρόλα αυτά, στη ϐιβλιογραφία συνα-
ντώνται ακόµα πολλές µελέτες που έχουν υλοποιηθεί µε στόχο την αξιολόγηση του κιν-
δύνου εµφάνισης [61], [62], τη διάγνωση [63], τη πρόγνωση [64], [65], [66], [67], [68] και
την διαχείριση της νόσου [69], [70], [71], [72], [73]. Επιδίωξη µας είναι να διακρίνου-
µε τις σύγχρονες τάσεις όσον αφορά τους χρησιµοποιούµενους αλγορίθµους και τις
τεχνικές εκπαίδευσης, ϐελτιστοποίησης και αξιολόγησης. Ειδική µνεία γίνεται ακόµα
σε µοντέλα προσοµοίωσης ϕυσιολογικών συστηµάτων που µπορούν να ενσωµατωθούν
σε συστήµατα πρόβλεψης, καθώς και σε περιπτώσεις µελετών που περιέχουν µεθόδους
ερµηνευσιµότητας.

5.1 Μοντέλα προσοµοίωσης ϕυσιολογικών συστηµάτων

Τις τελευταίες δεκαετίες, αρκετοί συγγραφείς έχουν προτείνει µοντέλα δράσης της ιν-
σουλίνης και της κινητικής γλυκόζης χρησιµοποιώντας πειραµατικά δεδοµένα για τη
µέτρηση της παραγωγής γλυκόζης, της χρησιµοποίησης γλυκόζης και της απορρόφη-
σης της ινσουλίνης και των γευµάτων. Πολλά από αυτά τα µοντέλα είναι µοντέλα
διαµερισµάτων, τα οποία εφαρµόζονται µε κυρίαρχο στόχο την δυναµική µελέτη της
κινητικής ουσιών σε ϕυσιολογικά συστήµατα. Οι πιο δηµοφιλείς προτάσεις για την
προσοµοίωση της δράσης και της κινητικής της ινσουλίνης και της γλυκόζης είναι το
Dalla Man [74] µοντέλο, το Hovorka [75] και το Bergman [76] µοντέλο. Τα διάφο-
ϱα αυτά συστήµατα επιτρέπουν τον υπολογισµό διαφορετικών παραµέτρων, όπως η
υποδόρια απορρόφηση της ινσουλίνης, ο ϱυθµός γαστρικής εκκένωσης, η πέψη και η
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απορρόφηση υδατανθράκων, η κινητική της ινσουλίνης και ο µεταβολισµός της γλυ-
κόζης. Αναλυτικότερα, το Dalla Man µοντέλο συνίσταται από ένα υποσύνολο γλυκόζης
και από ένα υποσύνολο ινσουλίνης τα οποία συνδέονται από τον έλεγχο της ινσουλίνης
στη χρησιµοποίηση γλυκόζης και την ενδογενή παραγωγή της. Σε αντίθεση, το Ber-
gman µοντέλο χρησιµοποιεί ένα διαµερισµατικό µοντέλο τριών διαµερισµάτων για την
αναπαράσταση των συγκεντρώσεων της ινσουλίνης του πλάσµατος, της εξωγενούς ιν-
σουλίνης και της γλυκόζης του πλάσµατος. Τέλος, η προσέγγιση Hovorka κάνει χρήση
ενός διαµερισµατικού µοντέλου δύο διαµερισµάτων για την περιγραφή της απορρόφη-
σης της υποδόριας ινσουλίνης και της απορρόφησης γλυκόζης από το έντερο. [77] Για
την εκτίµηση της απορρόφησης γλυκόζης και σε κυτταρικό επίπεδο, είναι δυνατή η προ-
σοµοίωση της διαδικασίας ενεργοποίησης του ενδοκυτταρικού µονοπατιού µεταβίβασης
σήµατος ινσουλίνης. ΄Ενα από τα πιο δηµοφιλή τέτοια συστήµατα προσοµοίωσης είναι
αυτό του Sedaghat κ.α. [78], το οποίο, µε δεδοµένη τη συγκέντρωση ινσουλίνης, και
χρησιµοποιώντας ένα σύστηµα 20 διαφορικών εξισώσεων, εκτιµά το ποσοστό GLUT4
µεταφορέα στο κυτταρικό τοίχωµα. Το µοντέλο αυτό έχει επεκταθεί και εµπλουτιστεί
και µε νεότερες, σχετικές µελέτες. [79] Μια ακόµα έρευνα που µελετά την µετανάστευση
του GLUT4 µεταφορέα από την ενδοκυττάρια δεξαµενή όπου αρχικά εντοπίζεται στην
κυτταρική µεµβράνη, µε ϐάση την ινσουλίνη στην αιµατική κυκλοφορία, είναι η [80].
Η µελέτη αυτή αναπτύσσει διάφορα πιθανά µοντέλα και καταλήγει σε αυτά τα οποία
συµφωνούν στο ϐέλτιστο ϐαθµό µε τα διαθέσιµα, πραγµατικά, πειραµατικά δεδοµένα.
Πολλά µοντέλα πρόβλεψης [81], [82] επιστρατεύουν τεχνικές προσοµοίωσης ϕυσιολογι-
κών συστηµάτων σαν και τις προαναφερθείσες, µε στόχο να ϐελτιώσουν την ποιότητα των
αποτελεσµάτων τους. Τα µοντέλα αυτά ονοµάζονται υβριδικά (hybrid) και διαφοροποιο-
ύνται από τα λεγόµενα data-driven συστήµατα πρόβλεψης, τα οποία δεν χρησιµοποιούν
physiological modelling.

5.2 Μοντέλα πρόβλεψης επιπέδων γλυκόζης

Σε µελέτη του 2020, ο Kim κ.α. [83] ανέπτυξαν ένα εξατοµικευµένο µοντέλο πρόβλε-
ψης γλυκόζης µε χρήση αναδροµικών νευρωνικών δικτύων. Τα διαθέσιµα δεδοµένα
(CGM µετρήσεις 20 υπο νοσηλεία ασθενών µε Σ∆ τύπου 2), χρησιµοποιήθηκαν για την
εκπαίδευση µεµονωµένων µοντέλων για κάθε νοσούντα, µε στόχο τη µεγαλύτερη εξα-
τοµίκευση των αποτελεσµάτων. Πραγµατοποιήθηκαν πειράµατα µε απλά RNN, LSTM
και GRU δίκτυα και τις bi-directional εκδοχές τους, από όπου τελικά επιλέχθηκε ένα
µοντέλο µε ένα GRU και δύο πυκνά επίπεδα ως το ϐέλτιστο. Στόχος ήταν η εκτίµηση
της τιµής γλυκόζης 30 λεπτά έπειτα από ένα κυλιόµενο διάστηµα 7 παρελθοντικών κα-
ταγραφών, που χρησιµοποιείτο κάθε ϕορά ως είσοδος για την πρόβλεψη. Τέλος, για την
αξιολόγηση εφαρµόστηκαν οι Root Mean Square Error (RMSE) και Root Mean Square
Error (RMSE) µετρικές, αλλά και η Clarke Error Grid ανάλυση.
Ο Sun κ.α. το 2018 [84] χρησιµοποίησαν ένα Autoregressive integrated moving ave-
rage (ARIMA), ένα Support Vector Machine (SVM) και ένα τεχνητό νευρωνικό µοντέλο
για την πρόβλεψη των επιπέδων γλυκόζης έπειτα από 15, 30, 45 και 60 λεπτά. Για την
εκπαίδευση των παραπάνω µοντέλων αξιοποιήθηκαν CGM καταγραφές που αντιστοι-
χούσαν σε 20 πραγµατικούς ασθενείς µε Σ∆ τύπου 1, και 11 εικονικούς ασθενείς του
UVA/PADOVA προσοµοιωτή. Το κάθε µοντέλο, για την εκπαίδευσή του, τροφοδοτήθη-
κε µε δεδοµένα από όλους τους ασθενείς, έτσι ώστε να προκύψουν τρία γενικευµένα
(global) µοντέλα πρόβλεψης. Το νευρωνικό δίκτυο, το οποίο αποτελείτο από ένα bi-
directional και ένα απλό LSTM επίπεδο, σε συνδυασµό µε κάποια πλήρως-συνδεδεµένα
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επίπεδα, εµφάνισε τις καλύτερες αποδόσεις για όλους τους ορίζοντες πρόβλεψης. Ση-
µειώνουµε ότι ως µετρικές αξιολόγησης χρησιµοποιήθηκαν οι Root mean square error
(RMSE), correlation coefficient (CC), time lag (TL) και fit.
Ο Tena κ.α. σε έρευνα του 2021 [85] επίσης εξέτασαν ML δίκτυα πρόβλεψης των
επιπέδων γλυκόζης, πραγµατοποιώντας µια συνολική σύγκριση µοντέλων που είχαν
υλοποιηθεί σε προγενέστερες µελέτες. Αναλυτικότερα, συγκρίνονται µοντέλα αναδρο-
µικών νευρωνικών δικτύων σε διάφορες παραλλαγές και δοµές [84], [86], [87], [89], [90],
[91], [92], [93], ένα συνελικτικό νευρωνικό δίκτυο CNN [88] και µοντέλα συλλογικής
µάθησης, µε base learners δίκτυα αποτελούµενα από LSTM, dense και Partial Least
Square Regression (PLSR) επίπεδα [94]. Η εκπαίδευση και το testing των συστηµάτων
έγινε µε 10-fold cross-validation υπό τις ίδιες συνθήκες, µε χρήση δεδοµένων από το
OhioT1DM dataset. Το συγκεκριµένο dataset περιέχει CGM καταγραφές γλυκόζης
και πληροφορίες για την έγχυση ινσουλίνης και την πρόσληψη υδατανθράκων νοσο-
ύντων µε Σ∆ τύπου 1. Ως είσοδος χρησιµοποιήθηκαν χρονοσειρές 24 τιµών από όλα τα
παραπάνω χαρακτηριστικά, ενώ η πρόβλεψη γλυκόζης έγινε για ορίζοντες πρόβλεψης
30, 60 και 120 λεπτά. Η αξιολόγηση και η σύγκριση των µοντέλων πραγµατοποιήθηκε
µε µετρικές όπως οι RMSE και CC και µεθόδους όπως η Parkes error grid. Τελικά,
το LSTM [86], το bi-directional LSTM [84] και τα µοντέλα συλλογικής µάθησης [94]
κρίνονται ως οι αποδοτικότερες επιλογές.
Σε µια ακόµη µελέτη ο Martinsson κ.α. [95] ανέπτυξαν ένα δίκτυο ϐασιζόµενο σε
LSTMs για την πρόβλεψη των επιπέδων γλυκόζης. Χρησιµοποίησαν ως δεδοµένα CGM
µετρήσεις που αντιστοιχούσαν σε έξι ασθενείς του Ohio T1DM dataset. Στα τελικά
πειράµατα, ως είσοδος εφαρµόζονταν κάθε ϕορά καταγραφές που αντιστοιχούσαν σε
διάρκεια µιας ώρας, ενώ η πρόβλεψη γινόταν για τα επόµενα 30 και 60 λεπτά. Ιδιαίτερο
ενδιαφέρον έχει ο υπολογισµός της εκτιµώµενης απόκλισης για κάθε τιµή πρόβλεψης
µε ϐάση την έξοδο του τελευταίου πυκνού επιπέδου, µε στόχο την εξαγωγή συµπερα-
σµάτων για το πόσο ϐέβαιο είναι το µοντέλο για τα αποτελέσµατά του. ∆ιεξήχθηκαν
πειράµατα µε την Negative log-likelihood (NLL) και µια glucose-specific loss συνάρτη-
ση, ενώ για την προσαρµογή των υπερπαραµέτρων χρησιµοποιήθηκε και η grid search
τεχνική. Τέλος, η αξιολόγηση πραγµατοποιήθηκε µε την µετρική RMSE και την µέθοδο
Surveillance Error Grid.

5.3 Μοντέλα πρόβλεψης υπογλυκαιµικών και υπερ-
γλυκαιµικών επεισοδίων

Στις προαναφερθείσες µελέτες η πρόβλεψη της γλυκόζης αντιµετωπίζεται ως ένα re-
gression πρόβληµα, όπου κάθε ϕορά Ϲήτηµα είναι η πρόβλεψη συνεχών, αριθµητικών
τιµών. Χαρακτηρίζοντας τις τιµές γλυκόζης ανάλογα µε το αν αυτές αντιστοιχούν σε
υπογλυκαιµία, ευγλυκαιµία ή υπεργλυκαιµία, το παραπάνω πρόβληµα µπορεί να µε-
τατραπεί σε πρόβληµα ταξινόµησης, όπου στόχος είναι η πρόβλεψη υπογλυκαιµικών
και υπεργλυκαιµικών επεισοδίων αντίστοιχα. Στη συνέχεια εξετάζονται κάποιες έρευνες
που µελετούν την συγκριµένη προσέγγιση.
Σε έρευνα του 2019, οι Seo et al. [96] χρησιµοποίησαν τεχνικές µάθησης για την
πρόβλεψη µεταγευµατικής υπογλυκαιµίας. Τέτοια περιστατικά ϑα µπορούσαν να πα-
ϱατηρηθούν σε περιπτώσεις όπου το προσλαµβανόµενο γεύµα περιέχει περιορισµένη
ποσότητα υδατανθράκων ή η αντίστοιχη προγευµατική δόση ινσουλίνης χορηγείται λαν-
ϑασµένα. Για την πρόβλεψη χρησιµοποιήθηκαν CGM δεδοµένα 104 ασθενών που έχουν
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ϐιώσει τουλάχιστον ένα υπογλυκαιµικό επεισόδιο σε περίοδο τριήµερης συνεχούς πα-
ϱακολούθησης, ενώ ως χαρακτηριστικά εισόδου ϑεωρήθηκαν ο ϱυθµός µεταβολής της
γλυκόζης (Glucose Rate of Change, GRC) και ένα ακόµα χαρακτηριστικό που απο-
τύπωνε την διακύµανση των επιπέδων γλυκόζης έπειτα από ένα γνωστοποιηµένο γεύµα
(rate of increase in glucose). Ως ορίζοντας πρόβλεψης χρησιµοποιήθηκαν τα 30 λεπτά,
ενώ πραγµατοποιήθηκαν δοκιµές µε τους αλγορίθµους λογιστικής παλινδρόµησης και
kNN, καθώς και µε Random Forest και Support Vector Machine µοντέλα. Η εκπα-
ίδευση των δικτύων περιλάµβανε 5-fold cross-validation, τεχνικές αναζήτησης πλέγµα-
τος (grid search) και εξισορρόπησης δεδοµένων. Από τις διαδικασίες αξιολόγησης και
σύγκρισης που πραγµατοποιήθηκαν µε τη χρήση των µετρικών specificity, sensitivity,
AUC και F1-score, αλλά και µε στατιστικές µεθόδους, προέκυψε ότι το Random Forest
δίκτυο παρουσίασε την ϐέλτιστη απόδοση.
Ο Witte κ.α. µε µελέτη του 2022 [97] προσέγγισαν το εξεταζόµενο ερευνητικό Ϲήτηµα
ως πρόβληµα ταξινόµησης πολλών κλάσεων. Αναλυτικότερα, µία κλάση πρόβλεψης
χρησιµοποιείται για την πρόβλεψη υπογλυκαιµικών περιστατικών, ενώ τρεις ακόµη ε-
ϕαρµόζονται για την ταξινόµηση υπεργλυκαιµικών επεισοδίων ανάλογα µε την κλινική
τους σηµασία (ήπια, µέτρια και σοβαρή υπεργλυκαιµία). Ως δεδοµένα χρησµοποιήθη-
καν πληροφορίες από 38,250 ασθενείς που είχαν νοσηλευτεί τουλάχιστον µία ϕορά,
λόγω κάποιου τύπου Σ∆ ή και γενικότερης παρατηρούµενης υπογλυκαιµίας ή υπερ-
γλυκαιµίας. Τα χρησιµοποιούµενα χαρακτηριστικά εισόδου περιλάµβαναν στοιχεία
όπως η µέση τιµή, η τυπική απόκλιση, η µέγιστη τιµή κ.α. αναλυτέων ουσιών από
διαγνωστικές εξετάσεις, καθώς και δεδοµένα όπως το ϐάρος και η ηλικία των ασθενών,
τα οποία ήταν διαθέσιµα µέσω των αντίστοιχων ηλεκτρονικών ϕακέλων υγείας. Για την
πρόβλεψη υλοποιήθηκαν XGBoost δυαδικοί ταξινοµητές, ορισµένοι εκ των οποίων στη
συνέχεια συνδυάστηκαν για τον σχηµατισµό ενός συλλογικού ταξινοµητή πολλαπλών
κλάσεων. Οι µεµονωµένοι δυαδικοί ταξινοµητές εκπαιδεύτηκαν µε τη χρήση τεχνικών
αναζήτησης πλέγµατος και εξισορρόπησης δεδοµένων, ενώ αξιολογήθηκαν µε µετρικές
όπως οι AUC, precision, sensitivity και informedness. Ο ϐέλτιστος συνδυασµός binary
ταξινοµητών για την παραγωγή του ensemble classifier προέκυψε µε την εφαρµογή γε-
νετικών αλγορίθµων, ανάλογα µε την υπολογιζόµενη ακρίβεια ανά περίπτωση. Τέλος,
αξίζει να σηµειωθεί ότι κάθε ϕορά χρησιµοποιούνται παρελθοντικά δεδοµένα 1.9, 1.0,
1.5 και 1.8 ηµερών για την πρόβλεψη της υπογλυκαιµίας, της ήπιας, της µέτριας και
της σοβαρής υπεργλυκαιµίας αντίστοιχα, ενώ η πρόβλεψη κάθε ϕορά γίνεται για τις
επόµενες 7 ώρες για την υπογλυκαιµία, και για τις επόµενες 4 ώρες για όλες τις περι-
πτώσεις υπεργλυκαιµίας.

5.4 Τεχνικές ερµηνευσιµότητας σε µοντέλα πρόβλε-
ψης

Πρόσφατη µελέτη του 2022 [98], ενσωµάτωσε την SHapley Additive exPlanations (SHAP)
τεχνική για µετέπειτα ερµηνεία των αποτελεσµάτων της. Η έρευνα είχε ως στόχο την
πρόβλεψη υπογλυκαιµικών και υπεργλυκαιµικών επεισοδίων, χρησιµοποιώντας δεδο-
µένα εφήβων και νεαρών ενηλίκων, νοσούντων µε σακχαρώδη διαβήτη τύπου 1. Συγκε-
κριµένα, χρησιµοποιήθηκαν CGM µετρήσεις 153 ασθενών, οι οποίες είχαν ληφθεί επί
χρονικά διαστήµατα διάρκειας από 6 έως 12 µήνες. Από τα δεδοµένα αυτά εξήχθησαν
χαρακτηριστικά όπως η µέγιστη αύξηση, η µέγιστη µείωση και η µέση τιµή των τιµών
γλυκόζης που παρατηρούνται εντός ενός οριζόµενου χρονικού διαστήµατος, οι οποίες
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σε συνδυασµό µε την πιο πρόσφατη τιµή γλυκόζης και ϐασικές πληροφορίες όπως η
ηλικία, χρησιµοποιούνται για την πρόβλεψη υπογλυκαιµίας ή υπεργλυκαιµίας εντός
του επόµενου χρονικού διαστήµατος διάρκειας 60 λεπτών. Για την αντιµετώπιση του
προβλήµατος γίνονται δοκιµές µε ένα µοντέλο λογιστικής παλινδρόµησης, ένα baseline
και ένα XGBoost µοντέλο. ΄Επειτα από αξιολόγησή τους µε χρήση των µετρικών AUC,
sensitivity, specificity και precision προκύπτει ότι το σύστηµα XGBoost εµφανίζει τις
καλύτερες επιδόσεις. Τέλος, η επιδραστικότητα του καθενός από τα συνολικά 30 χαρα-
κτηριστικά εισόδου στις τελικές προβλέψεις, παρουσιάζεται µέσω ϱαβδογραµµάτων µε
χρήση της SHAP µεθόδου, και για τις δύο περιπτώσεις, υπογλυκαιµίας και υπεργλυ-
καιµίας.
Η SHAP τεχνική εφαρµόστηκε σε µια ακόµα έρευνα του 2020 [99], όπου γίνεται πρόβλε-
ψη των επιπέδων γλυκόζης του αίµατος έπειτα από 30 και 60 λεπτά. Για τη µελέτη
χρησιµοποιήθηκαν δεδοµένα 6 ασθενών µε Σ∆ τύπου 2 από το OhioT1DM Dataset.
Τα δεδοµένα αυτά περιλαµβάναν CGM µετρήσεις γλυκόζης, πληροφορίες για την χο-
ϱήγηση ινσουλίνης, τα προσλαµβανόµενα γεύµατα και τη ϕυσική δραστηριότητα των
ασθενών. Αξίζει να σηµειωθεί ότι τα παραπάνω data µετασχηµατίστηκαν µέσω ϕίλτρων
για καλύτερη προσοµοίωση των συντελούµενων ϕυσιολογικών διεργασίων. ΄Οσον αφορά
το εφαρµοζόµενο µοντέλο µηχανικής µάθησης, αυτό αποτελείτο από ένα bi-directional
και δύο απλά LSTM επίπεδα, καθώς και από ένα πλήρως συνδεδεµένο επίπεδο. Η εκ-
παίδευση του µοντέλου έγινε για διάφορα υποσύνολα των χαρακτηριστικών εισόδου, µε
στόχο την διάκριση των πιο χρήσιµων εξ αυτών, ενώ η τελική αξιολόγηση του δικτύου
πραγµατοποιήθηκε µε τις µετρικές RMSE, Mean Absolute Error (MAE), Time Gain
και delay. Τέλος, τα αποτελέσµατα της SHAP τεχνικής παρουσιάστηκαν µε τη µορφή
beeswarm διαγραµµάτων.
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Κεφάλαιο 6

Ανάπτυξη ερµηνεύσιµου µοντέλου
εκτίµησης του κινδύνου εµφάνισης
υπεργλυκαιµικών και
υπογλυκαιµικών επεισοδίων

Τα προηγούµενα κεφάλαια είχαν ως στόχο την πληροφόρηση του αναγνώστη σχετικά
µε το ϐασικό ϑεωρητικό υπόβαθρο των εργαλείων που χρησιµοποιούνται κατά την πρα-
κτική εφαρµογή της παρούσας εργασίας. Στη συνέχεια ακολουθεί η παρουσίαση του
πειραµατικού σκέλους. Στην περίπτωση µας εξετάζεται ένα πρόβληµα ταξινόµησης,
όπου µε είσοδο τιµές γλυκόζης και άλλων χαρακτηριστικών, εκτιµάται η πιθανότη-
τα εµφάνισης υπογλυκαιµικών και υπεργλυκαιµικών επεισοδίων στο κοντινό µέλλον.
Στο παρόν κεφάλαιο περιγράφονται : α) τα διαθέσιµα δεδοµένα και οι τεχνικές που
εφαρµόστηκαν για την επεξεργασία τους και ϐ) το µοντέλο και οι µέθοδοι που χρησι-
µοποιήθηκαν για την πραγµατοποίηση εκτιµήσεων και την ερµηνεία των εξαγόµενων
αποτελεσµάτων. Σηµειώνουµε ότι για την υλοποίηση έγινε χρήση της γλώσσας Python
και συγκεκριµένα η 3.8.10 έκδοσή της. Επιµέρους ϐιβλιοθήκες και πακέτα όπως τα
Keras, scikit-learn, NumPy, pandas, GEKKO κ.α. χρησιµοποιήθηκαν επίσης για τον
σχηµατισµό των συνόλων εκπαίδευσης, καθώς και για την ανάπτυξη και αξιολόγηση
του εφαρµοζόµενου µοντέλου.

6.1 ∆εδοµένα και επεξεργασία

6.1.1 Τα αρχικά δεδοµένα

Για την ανάπτυξη και την αξιολόγηση του µοντέλου χρησιµοποιήθηκαν δεδοµένα πραγ-
µατικών ασθενών µε Σ∆ τύπου 1 που συλλέχθηκαν στο πλαίσιο του ερευνητικού προ-
γράµµατος ENDORSE (Τ1ΕΚ-03695) [100], [101] και περιελάµβαναν µετρήσεις γλυκο-
Ϲης, τιµές χορηγηµένης ινσουλινης, καθώς και πληροφορίες λαµβανόµενων γευµάτων
και σωµατικής δραστηριότητας. Συγκεκριµένα, τα αρχικά δεδοµένα ανήκαν σε συ-
νολικά 48 ασθενείς, 17 εκ των οποίων στη συνέχεια απορρίφθηκαν λόγω ελλειπών
πληροφοριών µετρήσεων γλυκόζης, µε αποτέλεσµα τα τελικά δεδοµένα να προέρχονται
από 31 διαφορετικά άτοµα.
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Τα ανεπεξέργαστα (raw) δεδοµένα ενός ασθενούς αποτελούνται από πλήθος γραµµών
(καταγραφών), κάθε µία εκ των οποίων αντιστοιχεί σε µια χρονική στιγµή που αποτυ-
πώνεται µέσω ενός Unix timestamp. Η κάθε γραµµή δύναται να διαθέτει τιµές που
αντιστοιχούν σε µέτρηση γλυκόζης, πρόσληψη υδατανθράκων, χορήγηση ενέσιµης ιν-
σουλίνης, καθώς και σε καταγραφή ϕυσικής δραστηριότητας µε τη µορφή ϐηµάτων. Σε
περίπτωση που κάποια από τις προαναφερθείσες πληροφορίες δεν είναι διαθέσιµη για
τη συγκεκριµένη χρονική στιγµή, αυτό δήλωνεται µέσω µηδενικής τιµής.
Η καταγραφή της γλυκόζης του αίµατος πραγµατοποιήθηκε από τους ασθενείς µε
χρήση της εφαρµογής FreeStyle LibreLink, µέσω της οποίας είναι δυνατή η σάρω-
ση τοποθετηµένου αισθητήρα µε χρήση κινητού τηλεφώνου, για την καταγραφή των
τρέχοντων επιπέδων γλυκόζης. Ο αντίστοιχος αισθητήρας διαθέτει µικρό µέγεθος και
εφαρµόζεται στο πίσω µέρος του άνω ϐραχίονα για έως και 14 ηµέρες. Μέσω της παρα-
πάνω διαδικασίας η ανάγκη για µέτρηση της γλυκόζης µέσω τρυπήµατος στα δάκτυλα
περιορίζεται σηµαντικά, αν δεν εξαλείφεται πλήρως. Ακόµα, όσον αφορά την χορήγηση
ινσουλίνης, αυτή πραγµατοποιήθηκε µε χρήση του Humalog Junior KwikPen, µιας συ-
σκευής τύπου πένας, προγεµισµένης µε ενέσιµο διάλυµα ινσουλίνης µε ταχεία δράση
και συγκέντρωση 100 µονάδες/ml. Τέλος, η καταγραφή ϕυσικής δραστηριότητας συ-
ντελέστηκε µέσω smartwatch τύπου fitbit. Οι συσκευές αυτές, ανάλογα µε τον τύπο
τους, συµβάλλουν στην παρακολούθηση της ϕυσικής κατάστασης αυτού που τις ϕέρει,
µέσω καταγραφής παραµέτρων όπως το πλήθος ϐηµάτων και καρδιακών παλµών που
σηµειώνονται, το πλήθος ϑερµίδων που καταναλώνονται, αλλά και µέσω παρακολούθη-
σης του ύπνου και των αναπνοών.
Στην περίπτωση µας ϑεωρήσαµε ωφέλιµη τη συµπερίληψη όλων των διαθέσιµων δεδο-
µένων γλυκόζης, υδατανθράκων, ϐηµάτων και ινσουλίνης, ως χαρακτηριστικών εισόδου,
καθώς από τις υποενότητες 2.2.2 και 2.4.2 έχει ήδη γίνει ϕανερή η µεγάλη επιδρα-
στικότητα της διατροφής, της σωµατικής δραστηριότητας και της ορµόνης ινσουλίνης
στη διαµόρφωση των επιπέδων γλυκόζης του αίµατος και στη γενικότερη εξέλιξη του
σακχαρώδη διαβήτη.

6.1.2 Σχηµατισµός και labeling χρονοσειρών γλυκόζης

Καθώς οι διαθέσιµες καταγραφές γλυκόζης έχουν προκύψει µέσω σάρωση αισθητήρα
από τους ίδιους τους ασθενείς και αποτελούν αποτέλεσµα Intermittently Scanned Co-
ntinuous Glucose Monitoring (isCGM), είναι σηµαντική η εύρεση µετρήσεων που έχουν
πραγµατοποιηθεί µε µικρές χρονικές αποστάσεις και ϑα µπορούσαν να χρησιµοποιη-
ϑούν για τον σχηµατισµό χρονοσειρών γλυκόζης. Επιλέγουµε να σχηµατίσουµε χρο-
νοσειρές µε µέση διάρκεια 1 ώρας, οπότε διατρέχουµε τον χώρο των δεδοµένων, και
µε την λογική ενός κυλιόµενου παραθύρου, οµαδοποιούµε τις καταγραφές γλυκόζης
που έχουν πραγµατοποιηθεί εντός της ίδιας µίας ώρας. Καθώς επιθυµούµε οι παρα-
γόµενες χρονοσειρές γλυκόζης να διαθέτουν το ίδιο µήκος, ανεξαρτήτως από το πλήθος
µετρήσεων που έχει πραγµατοποιήσει ένας ασθενής εντός της αντίστοιχης περιόδου,
πράττουµε το εξής : για κάθε χρονοσειρά γλυκόζης που αντιπροσωπεύει ένα διάστηµα
[tstart , tend], εξετάζουµε τα υποδιαστήµατα [tstart + i, tstart + i + 15min] για i = 0, 15 min,
30 min, 45 min και σε περίπτωση όπου για κάποιο από αυτά τα υποδιαστήµατα ο
ασθενής έχει καταγράψει πάνω από µία τιµή γλυκόζης, υπολογίζεται η µέση τιµή των
µετρήσεων αυτών. Τελικά, µέσω αυτής της διαδικασίας, έχουµε σχηµατίσει χρονοσειρές
γλυκόζης µε µήκος 4 µετρήσεις, που περιγράφουν το γλυκαιµικό προφίλ ενός ασθενή
για περιόδους 1 ώρας, µε ϐάση καταγραφές που έχει πραγµατοποιήσει ο ίδιος.
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Για µια χρονοσειρά πρόβλεψης που περιέχει µετρήσεις γλυκόζης που έχουν πραγµα-
τοποιηθεί εντός ενός διαστήµατος [tstart , tend], στόχος µας είναι η εκτίµηση της πιθα-
νότητας εµφάνισης υπογλυκαιµικών και υπεργλυκαιµικών επεισοδίων εντός των δια-
στηµάτων [tend, tend + 30min] και [tend + 30min, tend + 60min]. Λέµε εποµένως ότι στην
περίπτωσή µας, οι εξεταζόµενοι ορίζοντες πρόβλεψης (prediction horizons, PH) είναι τα
0-30 και 30-60 λεπτά. Για να χαρακτηριστεί η προαναφερθείσα χρονοσειρά ως ϑετική
για την περίπτωση της υπογλυκαιµίας για τον ορίζοντα πρόβλεψης 0-30 λεπτών, ϑα
πρέπει να έχει καταγραφεί µέσω σάρωσης µία υπογλυκαιµική τιµή γλυκόζης εντός του
[tend, tend +30min] διαστήµατος, ενώ για να χαρακτηριστεί ως ϑετική για την περίπτωση
της υπεργλυκαιµίας, αρκεί να έχει σηµειωθεί κάποια υπεργλυκαιµική τιµή εντός του
ίδιου διαστήµατος. Αντίστοιχα πράττουµε για τον ορίζοντα πρόβλεψης 30 έως 60 λεπτά.
Σηµειώνουµε ότι ϑεωρούµε υπογλυκαιµικές τις τιµές γλυκόζης που είναι µικρότερες
από 70mg/dl και υπεργλυκαιµικές αυτές που είναι υψηλότερες από 180mg/dl.
Επειδή το πλήθος των παραγόµενων χρονοσειρών γλυκόζης ανά ασθενή είναι περιορι-
σµένο, επιλέγουµε να αναπτύξουµε ένα global, γενικευµένο µοντέλο, χρησιµοποιώντας
δεδοµένα από όλους τους ασθενείς. Με ϐάση το αν κάθε ϕορά γίνεται πρόβλεψη υ-
πογλυκαιµικών ή υπεργλυκαιµικών συµβάντων, αλλά και τον εφαρµοζόµενο ορίζοντα
πρόβλεψης, προκύπτουν τέσσερα διαφορετικά datasets. Η κατανοµή των δύο κλάσεων
για κάθε σύνολο δεδοµένων ϕαίνεται στον πίνακα που ακολουθεί :

Πίνακας 6.1: Η κατανοµή των κλάσεων για κάθε σύνολο δεδοµένων

Σύνολο δεδοµένων Κατανοµή
κλάσεων

Υπογλυκαιµία, PH 0-30 min 3%
Υπογλυκαιµία, PH 30-60 min 4%
Υπεργλυκαιµία, PH 0-30 min 35%
Υπεργλυκαιµία, PH 30-60 min 34%

Παρατηρούµε ότι και τα τέσσερα διαφορετικά προβλήµατα ταξινόµησης χαρακτηρίζο-
νται από ανισορροπία κλάσεων, καθώς τα επίπεδα γλυκόζης που αντιστοιχούν σε υπο-
γλυκαιµικά και υπεργλυκαιµικά συµβάντα εµφανίζονται λιγότερο συχνά από ϕυσιολο-
γικές τιµές. Η πιο ακραία εκδήλωση ανισορροπίας κλάσεων αφορά την περίπτωση της
υπογλυκαιµίας, λόγω της µεγαλύτερης σπανιότητας των υπογλυκαιµικών επεισοδίων,
σε σχέση µε τα υπεργλυκαιµικά.

6.2 ∆οµή υβριδικού µοντέλου

Για την εκτίµηση του κινδύνου εµφάνισης υπεργλυκαιµικών και υπογλυκαιµικών επει-
σοδίων χρησιµοποιήθηκε µια υβριδική προσέγγιση που συνδυάζει τη χρήση µοντέλων
προσοµοίωσης ϕυσιολογικών συστηµάτων και µεθόδων µηχανικής µάθησης. Αναλυ-
τικότερα, µε στόχο την ακριβέστερη αποτύπωση των µηχανισµών απορροφησης της
ινσουλίνης από τον υποδόριο χώρο στην αιµατική κυκλοφορία, της ενεργοποίησης των
ενδοκυτταρικών µονοπατιών µεταβίβασης σήµατος ινσουλίνης και της απορρόφησης της
γλυκόζης γεύµατος από το έντερο στην αιµατική κυκλοφορία, αξιοποιήθηκαν κατάλ-
ληλα διαµερισµατικά µοντέλα ∆Μ (compartmental models - CMs) που συνδυάστηκαν
µε ένα αναδροµικό νευρωνικό δίκτυο µακράς ϐραχείας µνήµης LSTM.
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Σηµειώνουµε ότι τα διαµερισµατικά µοντέλα εφαρµόζονται µε κυρίαρχο στόχο την δυ-
ναµική µελέτη της κινητικής ουσιών σε ϕυσιολογικά συστήµατα. Οι ουσίες αυτές µπο-
ϱεί να είναι εξωγενείς (π.χ. ϕάρµακα) ή και ενδογενείς (ορµόνες κ.λπ.). Τα εν λόγω
συστήµατα περιγράφουν διαδικασίες παραγωγής, κατανοµής, µεταφοράς, χρησιµοπο-
ίησης των ουσιών αυτών, καθώς και µηχανισµούς αλληλεπίδρασης µε, και ελέγχου από
άλλες ουσίες. Ως διαµέρισµα ορίζεται η ποσότητα µιας ουσίας, η οποία συµπεριφέρεται
σαν να είναι καλά αναµειγµένη και κινητικά οµογενής. ΄Ενα διαµερισµατικό µοντέλο
αποτελείται από έναν πεπερασµένο αριθµό διαµερισµάτων που συνδέονται µε καθορι-
σµένο τρόπο µεταξύ τους, όπου η κάθε σύνδεση αντιπροσωπεύει τη ϱοή ουσίας από ένα
διαµέρισµα σε άλλο. [102]

Σχήµα 6.1: ∆ιαγραµµατική απεικόνιση του αναπτυσσόµενου (υβριδικού) µοντέλου
πρόβλεψης υπογλυκαιµικών και υπεργλυκαιµικών επεισοδίων

6.2.1 Μοντέλο απορρόφησης γλυκόζης γεύµατος από το έντερο
στο αίµα

Για την αξιοποίηση των διαθέσιµων πληροφοριών υδατανθράκων µε πιο ακριβή τρόπο,
προχωρούµε στην χρήση του διαµερισµατικού µοντέλου Dalla Man [103], [74]. Το
µοντέλο περιγράφει τη ϱοή της γλυκόζης εντός του στοµαχιού και του εντέρου και
αποτελείται από τρία διαµερίσµατα, δύο για την αναπαράσταση του στοµαχιού και
ένα για την αναπαράσταση του εντέρου. Το αντίστοιχο σύστηµα διαφορικών εξισώσεων
δίνεται παρακάτω:

Qsto(t) = Qsto1(t) + Qsto2(t)
Qsto(0) = 0

˙Qsto1(t) = −kgri · Qsto1(t) + D · δ(t)
Qsto1(0) = 0

˙Qsto2(t) = −kempt · Qsto2(t) + kgri · Qsto1(t)
Qsto2(0) = 0

˙Qgut(t) = −kabs · Qgut(t) + kempt · Qsto2(t)
Qgut(0) = 0

(6.1)
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Ra(t) =
f · kabs · Qgut(t)

BW
Ra(0) = 0

kempt(Qsto) = kmin +
kmax − kmin

2
· (tanh(α(Qsto − b · D)) + 1)

α =
5

2 · D · (1 − b)

όπου Qsto(mg) η συνολική ποσότητα γλυκόζης στο στοµάχι, Qsto1(mg) η ποσότητα γλυ-
κόζης στο στοµάχι σε στερεή µορφή, Qsto2(mg) η ποσότητα γλυκόζης στο στοµάχι σε
υγρή µορφή, Qgut(mg) η ποσότητα γλυκόζης στο έντερο, Ra(mg/kg/min) ο ϱυθµός εµ-
ϕάνισης γλυκόζης στο αίµα, kempt(min−1) ο ϱυθµός γαστρικής εκκένωσης, kgri(min−1) ο
ϱυθµός άλεσης (grinding) της γλυκόζης, kabs(min−1) ο ϱυθµός απορρόφησης γλυκόζης
από το έντερο, D(mg) η προσλαµβανόµενη ποσότητα υδατανθράκων και BW (kg) το
ϐάρος του ατόµου που εξετάζεται. Τα kgri , kabs, f, b, kmin, kmax αποτελούν σταθερές των
οποίων οι τιµές ορίζονται στη ϐιβλιογραφία.

Σχήµα 6.2: Υπολογισµός των µεγεθών kempt , Qsto, Qsto1, Qsto2, Qgut , Ra για διάστηµα 1
ώρας, πρόσληψη υδατανθράκων 5g και σωµατικό ϐάρος 70kg, µε χρήση του Intestinal
Glucose Absorption CM
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Εποµένως, δεδοµένης µιας ποσότητας υδατανθράκων D, είναι δυνατή η εκτίµηση του
ϱυθµού εµφάνισης γλυκόζης στο αίµα, µιας πληροφορίας που ϕέρει µεγαλύτερη κλινι-
κή σηµασία και ϑα µπορούσε να συµβάλλει στην πραγµατοποίηση ακριβέστερων προ-
ϐλέψεων.

Σχήµα 6.3: Υπολογισµός των µεγεθών kempt , Qsto, Qsto1, Qsto2, Qgut , Ra για τρεις διαφο-
ϱετικές προσλήψεις υδατανθράκων 3g, 4g και 5g εντός ενός διαστήµατος 12 ωρών. Ο
υπολογισµός συντελέστηκε χρησιµοποιώντας το Intestinal Glucose Absorption CM και
πραγµατοποιώντας υπέρθεση των αντίστοιχων καµπυλών εξόδου

Παρατηρούµε ότι η καµπύλη του ϱυθµού εµφάνισης γλυκόζης στο αίµα Ra(t) διαµορ-
ϕώνεται από το σύνολο των γευµάτων που έχουν προηγηθεί στο πρόσφατο παρελθόν,
ανάλογα µε την ποσότητα υδατανθράκων που προσλαµβάνεται και την χρονική στιγµή
κατά την οποία σηµειώνεται το κάθε γεύµα. Συµπεραίνουµε εποµένως ότι το µέγε-
ϑος Ra(t) αναπαριστά µε πιο ουσιαστικό και ακριβή τρόπο τον τρόπο µε τον οποίο
συντελείται συνολικά η απορρόφηση γλυκόζης, και άρα µπορεί να χρησιµοποιηθεί ως
χαρακτηριστικό εισόδου για την πραγµατοποίηση ϐελτιωµένων προβλέψεων.
Στην περίπτωση µας, µε δεδοµένη µια χρονοσειρά γλυκόζης που περιγράφει το γλυ-
καιµικό προφίλ ενός ασθενή εντός ενός διαστήµατος [tstart , tend] λαµβάνονται υπόψιν
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οι καταγεγραµµένες προσλήψεις υδατανθράκων που αυτός έχει πραγµατοποιήσει ε-
ντός του διαστήµατος [tend − 12h, tend]. Με αυτήν την είσοδο υπολογίζουµε το Ra(t)
για t ∈ [tend, tend + 60min], µε χρήση του διαµερισµατικού µοντέλου απορρόφησης
γλυκόζης κι εφαρµόζοντας υπέρθεση των καµπυλών που προκύπτουν από το µοντέλο
για κάθε µεµονωµένη πρόσληψη υδατανθράκων. ΄Ετσι, για τον ορίζοντα πρόβλεψης 0
έως 30 λεπτά, χρησιµοποιούµε ως χαρακτηριστικά εισόδου τις τιµές Ra(t) για t = tend,
t = tend + 15min και t = tend + 30min. Αντίστοιχα, για τον ορίζοντα πρόβλεψης 30 έως
60 λεπτά, εκτός από τις προαναφερθείσες, χρησιµοποιούµε ακόµα ως τιµές εισόδου,
τις τιµές Ra(t = tend + 45min) και Ra(t = tend + 60min).

6.2.2 Μοντέλο απορρόφησης ινσουλίνης από τον υποδόριο χώρο
στο αίµα

Για την αποτύπωση των περίπλοκων διαδικασιών που σχετίζονται µε την απορρόφηση
της προσλαµβανόµενης ινσουλίνης από τον υποδόριο χώρο στην αιµατική κυκλοφορία,
εφαρµόζεται το παρακάτω διαµερισµατικό µοντέλο προσοµοίωσης της κινητικής της
υποδόριας ινσουλίνης : [104]

˙Isc1(t) = −(kd + ka1) · Isc1(t) + u(t)
˙Isc2(t) = kd · Isc1(t) − ka2 · Isc2(t)

Rai(t) = ka1 · Isc1(t) + ka2 · Isc2(t)
Isc1(0) = Isc1ss

Isc2(0) = Isc2ss

(6.2)

όπου Isc1(pmol/kg) η ποσότητα µη µονοµερούς ινσουλίνης στον υποδόριο χώρο, Isc2

(pmol/kg) η ποσότητα µονοµερούς ινσουλίνης στον υποδόριο χώρο, u(t)(pmol/kg/min)
ο ϱυθµός εξωγενούς έγχυσης ινσουλίνης, kd(min−1) ο σταθερός ϱυθµός διάσπασης ιν-
σουλίνης και ka1(min−1), ka2(min−1) οι σταθερές απορρόφησης της µη µονοµερούς και
της µονοµερούς ινσουλίνης, αντίστοιχα. Επίσης, το µέγεθος Rai(pmol/kg/min) περι-
γράφει το ϱυθµό εµφάνισης της ινσουλίνης στο πλάσµα του αίµατος.
Συνολικά, οι παραπάνω σχέσεις περιγράφουν τη διαδικασία διάχυσης της εισαγόµενης
ινσουλίνης από τον υποδόριο χώρο, στο πλάσµα του αίµατος. Αξίζει να σηµειωθεί ότι
η ινσουλίνη εισάγεται συνήθως στους ασθενείς στην πιο σταθερή, πολυµερή της µορφή
και διασπάται στην συνέχεια σε µονοµερή ινσουλίνης, τα οποία και απορροφώνται τα-
χύτερα από τον οργανισµό.
Οµοίως µε την περίπτωση των γευµάτων, δεδοµένης µιας χρονοσειράς γλυκόζης που
εκτείνεται εντός του διαστήµατος [tstart , tend], λαµβάνονται υπόψιν οι χορηγήσεις ιν-
σουλίνης που έχουν πραγµατοποιηθεί εντός της περιόδου [tend − 12h, tend], µε στόχο
τον υπολογισµό του ϱυθµού εµφάνισης ινσουλίνης στο αίµα Rai(t) για t ∈ [tend, tend +

60min]. Οι τιµές που χρησιµοποιούνται ως χαρακτηριστικά εισόδου είναι οι Rai(tend),
Rai(tend + 15min), Rai(tend + 30min) για ορίζοντα πρόβλεψης 0-30 λεπτά, ενώ για τον
ορίζοντα πρόβλεψης 30 έως 60 λεπτά, χρησιµοποιούνται επιπλέον οι Rai(tend + 45min)
και Rai(tend + 60min) τιµές.
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Σχήµα 6.4: Υπολογισµός των µεγεθών Isc1, Isc2, Ri για τρεις διαφορετικές χορηγήσεις
ινσουλίνης 1.5, 4 και 2.5 µονάδων εντός ενός διαστήµατος 12 ωρών και σωµατικό
ϐάρος 50kg, µε χρήση του Insulin Kinetics CM.

6.2.3 Μοντέλο ενεργοποίησης του ενδοκυτταρικού µονοπατιού
µεταβίβασης σήµατος ινσουλίνης

Με στόχο την εξέταση της διαδικασίας απορρόφησης της ινσουλίνης και σε κυτταρι-
κό επίπεδο, γίνεται χρήση δύο ακόµα µοντέλων προσοµοίωσης. Το πρώτο εξ αυτών
(Insulin Subsystem CM) εφαρµόζει διαµερισµατική µοντελοποίηση, αποτελείται από
δύο διαµερίσµατα (ήπαρ και πλάσµα αίµατος) κι έχει ως στόχο τον υπολογισµό της
συγκέντρωσης της ινσουλίνης στο πλάσµα I, δεδοµένου του αντίστοιχου ϱυθµού εµ-
ϕάνισης Rai: [74], [105]

˙Ip(t) = −(m2 +m4) · Ip(t) +m1 · Il(t) + Rai(t)
˙Il(t) = −(m1 +m3) · Il(t) +m2 · Ip(t)

I(t) = Ip(t)/VI

Il(0) = Ilb
Ip(0) = Ipb

(6.3)

όπου Ip(pmol/kg), Il(pmol/kg) οι ποσότητες ινσουλίνης στο πλάσµα και στο ήπαρ α-
ντίστοιχα, I(pmol/l) η συγκέντρωση ινσουλίνης στο πλάσµα, Rai(pmol/kg/min) ο ϱυθ-
µός εµφάνισης ινσουλίνης στο πλάσµα, VI(l/kg) ο όγκος κατανοµής ινσουλίνης και
m1(min−1), m2(min−1), m3(min−1), m4(min−1) σταθερές που αποτυπώνουν τις διαδικα-
σίες αποµάκρυνσης ινσουλίνης από το ήπαρ και τους περιφερειακούς ιστούς. Ακόµα,
σηµειώνουµε ότι τα Ilb, Ipb αποτελούν τις τιµές των µεγεθών Il, Ip σε κατάσταση νηστείας
(basal state). Στην περίπτωσή µας, ο ϱυθµός εµφάνισης ινσουλίνης Rai προκύπτει από
το CM κινητικής της ινσουλίνης, µε ϐάση τον ϱυθµό εξωγενούς έγχυσης της ουσίας.
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Τέλος, το µαθηµατικό µοντέλο που χρησιµοποιήθηκε για την προσοµοίωση της ενερ-
γοποίησης του ενδοκυτταρικού µονοπατιού µεταβίβασης του σήµατος ινσουλίνης είναι
αυτό του Sedaghat κ.α. [78] του 2002. Το συγκεκριµένο µοντέλο επιχειρεί να προ-
σοµοιώσει ϐασικά στοιχεία του PI3K/AKT µονοπατιού σήµανσης της ινσουλίνης. Το
PI3k/AKT µονοπάτι ενεργοποιείται σε ένα κύτταρο µε την πρόσδεση ινσουλίνης στους
αντίστοιχους διαµεµβρανικούς υποδοχείς, έπειτα από την οποία πυροδοτείται αλυσι-
δωτή ϕωσφορυλίωση µιας σειράς πρωτεϊνών. Οι ενδοκυττάριες αυτές αλληλεπιδράσεις
των πρωτεϊνών επιτρέπουν την µετάδοση του σήµατος από τον υποδοχέα, προς διάφο-
ϱες κατευθύνσεις, και έχει ως τελικό αποτέλεσµα την µετανάστευση των κυστιδίων που
περιέχουν τους διαµεταφορείς γλυκόζης GLUT4, από την ενδοκυττάρια δεξαµενή, στην
πλασµατική µεµβράνη του κυττάρου. Οποιαδήποτε διατάραξη του παραπάνω µονο-
πατιού σήµανσης µπορεί να οδηγήσει στην λεγόµενη αντίσταση στην ινσουλίνη και σε
µειωµένη εισχώρηση γλυκόζης εντός των κυττάρων.
Το µοντέλο Sedaghat που χρησιµοποιήθηκε για την προσοµοίωση αυτής της διαδικα-
σίας κάνει χρήση 21 µεταβλητών (x1, x2, ..., x21) που υπολογίζονται από ένα σύστηµα 20
διαφορικών εξισώσεων. Η είσοδος x1 αποτυπώνει τη συγκέντρωση της ινσουλίνης στο
διάµεσο υγρό, ενώ η µεταβλητή x21 (την οποία και ϑα χρησιµοποιήσουµε) περιγράφει
το ποσοστό GLUT4 που καταλήγει στο κυτταρικό τοίχωµα. Για τον υπολογισµό της
συγκέντρωσης ινσουλίνης στο διάµεσο υγρό χρησιµοποιούµε την συγκέντρωση ινσου-
λίνης πλάσµατος που προκύπτει µε χρήση του Insulin Subsystem CM και παράλληλα
κάνουµε την παραδοχή ότι η συγκέντρωση ινσουλίνης στο διάµεσο υγρό είναι κατά προ-
σέγγιση 40% χαµηλότερη από ότι είναι στο πλάσµα, όπως αναφέρεται και σε σχετικές
δηµοσιεύσεις. [106]

Σχήµα 6.5: Υπολογισµός των αναγραφόµενων µεγεθών µε χρήση του µαθηµατικού
µοντέλου προσοµοίωσης Sedaghat, έπειτα από την εφαρµογή ινσουλίνης σταθερής συ-
γκέντρωσης 10−5M, από t = 0 min έως t = 15 min

58



Σχήµα 6.6: Υπολογισµός των αναγραφόµενων µεγεθών µε χρήση του µαθηµατικού
µοντέλου προσοµοίωσης Sedaghat, έπειτα από την εφαρµογή ινσουλίνης σταθερής συ-
γκέντρωσης 10−5M, από t = 0 min έως t = 15 min

Συνοψίζοντας, για τη συµπερίληψη πληροφορίων σχετιζόµενων µε το ποσοστό GLUT4
στο κυτταρικό τοίχωµα (x21) έπειτα από χορηγήσεις ινσουλίνης, γίνεται χρήση του δια-
µερισµατικού µοντέλου κινητικής ινσουλίνης, του ∆Μ υπολογισµού της συγκέντρω-
σης ινσουλίνης στο πλάσµα (Insulin Subsystem CM) και του Sedaghat µοντέλου.
Αναλυτικότερα, δεδοµένης µιας χρονοσειράς γλυκόζης που περιγράφει ένα διάστη-
µα [tstart , tend], λαµβάνονται υπόψιν οι χορηγήσεις ινσουλίνης που έχουν πραγµατο-
ποιηθεί από τον αντίστοιχο ασθενή εντός της περιόδου [tend − 12h, tend]. Εφαρµόζο-
ντας το Insulin Kinetics CM υπολογίζεται ο ϱυθµός Rai εντός του αντίστοιχου δια-
στήµατος [tend − 12h, tend] και στη συνέχεια, µε είσοδο τον ϱυθµό αυτόν, εκτιµάται
η συγκέντρωση ινσουλίνης I για το ίδιο διάστηµα, εφαρµόζοντας το Insulin Subsy-
stem CM. Τελικά, από την συγκέντρωση ινσουλίνης, και µε χρήση του Sedaghat µο-
ντέλου, υπολογίζεται το µέγεθος x21 για το διάστηµα ενδιαφέροντος [tend, tend + 60min],
όπως αυτό έχει διαµορφωθεί από τις προσλήψεις ινσουλίνης εντός του παρελθοντικού
[tend − 12h, tend] διαστήµατος. ΄Οµοια µε προηγουµένως, για τον ορίζοντα πρόβλεψης
0-30 λεπτών επιλέγουµε να χρησιµοποιήσουµε ως χαρακτηριστικά εισόδου τις τιµές
x21(tend), x21(tend + 15min) και x21(tend + 30min). Αντίστοιχα, για τον ορίζοντα πρόβλε-
ψης από 30 έως 60 λεπτά, µαζί µε τις προαναφερθείσες, χρησιµοποιούνται ακόµα ως
χαρακτηριστικά εισόδου οι x21(tend + 45min) και x21(tend + 60min) τιµές.

6.2.4 Χρήση δεδοµένων σωµατικής δραστηριότητας

Οι διαδικασίες που περιγράφηκαν παραπάνω αφορούσαν τα δεδοµένα γλυκόζης, ιν-
σουλίνης και υδατανθράκων. Στην περίπτωση των διαθέσιµων πληροφοριών ϐηµάτων
δεν εφαρµόστηκε ϕυσιολογική µοντελοποίηση, αλλά έγινε άµεση χρήση τους. Συγκε-
κριµένα, µε δεδοµένη µια χρονοσειρά γλυκόζης που ανήκει στο διάστηµα [tstart , tend],
χρησιµοποιούµε ως χαρακτηριστικό εισόδου το συνολικό άθροισµα των ϐηµάτων που
σηµειώθηκαν από τον ασθενή εντός της ίδιας αυτής περιόδου. Τελικά, για την περίπτω-
ση πρόβλεψης µε prediction horizon 0-30 λεπτών κάθε δείγµα αποτελείται κάθε ϕορά
από συνολικά 14 τιµές : 4 τιµές γλυκόζης, 3 τιµές του µεγέθους Ra, 3 στιγµιότυπα
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από το µέγεθος Rai και 3 από το x21 και µία τιµή για τη συµπερίληψη δεδοµένων
σωµατικής δραστηριότητας. Αντίστοιχα, για τον ορίζοντα πρόβλεψης 30 έως 60 λε-
πτών εφαρµόζονται κάθε ϕορά συνολικά 20 χαρακτηριστικά, λόγω της συµπερίληψης
επιπλέον πληροφοριών από τα Ra , Rai και x21 µεγέθη.

6.2.5 Μοντέλο µηχανικής µάθησης

Για τα δυαδικά προβλήµατα ταξινόµησης που αντιµετωπίζεται επιλέξαµε να χρησιµο-
ποιήσουµε ένα αναδροµικό νευρωνικό δίκτυο, αποτελούµενο από ένα αµφίδροµο (Bidi-
rectional) LSTM, ένα απλό LSTM και δύο πλήρως συνδεδεµένα επίπεδα. Ο συνδυασµός
στοιβαγµένων αναδροµικών επιπέδων, ακολουθούµενων από πυκνά επίπεδα συναντάται
συχνά σε εφαρµογές πρόβλεψης γλυκόζης, όπως ϕαίνεται και από τη ϐιβλιογραφική ε-
πισκόπηση του κεφαλαίου 5. Οι ϐασικές αρχές λειτουργίας των πυκνών και των απλών
LSTMs περιγράφονται στο κεφάλαιο 3. ΄Οσον αφορά το αµφίδροµο LSTM, αυτό αποτε-
λείται από δύο LSTMs: το ένα λαµβάνει και επεξεργάζεται την είσοδο σε µια κατεύθυνση
προς τα µπρος και το άλλο προς την αντίθετη κατεύθυνση. Στόχος είναι η αύξηση του
πλήθους των πληροφορίων που είναι διαθέσιµες στο δίκτυο. Η έξοδος των δύο αυτών
δικτύων τελικά συγχωνεύονται, συνήθως µέσω της concatenation µεθόδου.

Σχήµα 6.7: Η ανεπτυγµένη δοµή ενός Bidirectional LSTM (BiLSTM) για χρονοσειρά
τριών ϐηµάτων [107]

Τα δεδοµένα δίνονται στο BiLSTM επίπεδο µε την τρισδιάστατη µορφή (samples, time-
steps, features), όπου samples το συνολικό πλήθος δειγµάτων-χρονοσειρών, timesteps
το πλήθος χρονικών ϐηµάτων κάθε χρονοσειράς και features ο αριθµός χαρακτηριστι-
κών από την οποία αποτελείται το κάθε ϐήµα. Στην περίπτωσή µας είναι timesteps =
1 και features = 14 ή 20, ανάλογα µε το αν εξετάζεται ο ορίζοντας πρόβλεψης 0-30 ή
30-60 min, αντίστοιχα. Η έξοδος του BiLSTM επιπέδου έχει διάσταση (samples, time-
steps, units1), όπου units1 το πλήθος µονάδων που έχει οριστεί για το συγκεκριµένο
επίπεδο, δηλαδή το πλήθος µονάδων καθενός από τα δύο LSTMs που συναποτελούν το
BiLSTM. Η έξοδος αυτή δίνεται ως είσοδος στο απλό LSTM επίπεδο, το οποίο διαθέτει
έξοδο (samples, units2), όπου units2 ο αριθµός µονάδων που έχει επιλεχθεί για το απλό
LSTM layer. Η δισδιάστατη αυτή έξοδος εισέρχεται στο πρώτο πυκνό επίπεδο, το οποίο
δίνει έξοδο της µορφής (samples, units3), όπου units3 ο καθορισµένος αριθµός µο-
νάδων του επιπέδου αυτού αντίστοιχα. Τέλος, το τελικό πυκνό επίπεδο πραγµατοποιεί
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την τελική ταξινόµηση. Σηµειώνουµε ότι ως συνάρτηση ενεργοποίησης των δύο πρώτων
επιπέδων (BiLSTM, LSTM) χρησιµοποιείται η προεπιλεγµένη από το Keras tanh, ως
συνάρτηση ενεργοποίησης του πρώτου πυκνού επιπέδου εφαρµόζεται η ReLu, ενώ για
το τελευταίο πλήρως συνδεδεµένο επίπεδο γίνεται χρήση της σιγµοειδούς συνάρτησης,
µε στόχο την τελική κατηγοριοποίηση των δειγµάτων στις δύο κλάσεις. Για την εκπα-
ίδευση του δικτύου χρησιµοποιήθηκαν η binary cross-entropy συνάρτηση κόστους και
ο Adam ϐελτιστοποιητής, µε ϱυθµό εκπαίδευσης lr ίσο µε το προκαθορισµένο από το
Keras, 0.001. Τέλος, µε στόχο την ϐελτιστοποίηση του δικτύου έγιναν δοκιµές µε τις
εξής τιµές υπερπαραµέτρων:

Πίνακας 6.2: Τιµές που ελέγχθηκαν για την ϐελτιστοποίηση των υπερπαραµέτρων

Υπερπαράµετρος Τιµές που ελέγχονται
Πλήθος µονάδων bi-directional LSTM επιπέδου
(units1)

32, 64, 128, 256

Πλήθος µονάδων απλού LSTM επιπέδου (units2) 32, 64, 128, 256
Πλήθος µονάδων πρώτου πυκνού επιπέδου (units3) 50, 100, 150

Στη συνέχεια αναλύονται εκτενέστερα οι µέθοδοι που εφαρµόστηκαν για την εκπαίδευ-
ση, την αξιολόγηση και την ερµηνεία του ML µοντέλου.

6.3 Εκπαίδευση, αξιολόγηση και ερµηνεία του µοντέλου
µηχανικής µάθησης

6.3.1 Εκπαίδευση µοντέλου µηχανικής µάθησης

Κανονικοποίηση και εξισορρόπηση δεδοµένων

Καθώς τα χαρακτηριστικά εισόδου ϐρίσκονται σε διαφορετική κλίµακα, απαιτείται κα-
νονικοποίησή τους, µε στόχο οι υψηλότερες αριθµητικές τιµές ορισµένων χαρακτηρι-
στικών να πάψουν να επικρατούν έναντι άλλων, χαµηλότερων τιµών και όλα τα χαρα-
κτηριστικά να λαµβάνονται εξίσου υπόψιν κατά την προσαρµογή των ϐαρών από την
αρχή της εκπαίδευσης. Η µέθοδος κανονικοποίησης που επιλέχθηκε ήταν η Min-Max
τεχνική κανονικοποίησης και ως διάστηµα κανονικοποίησης το [0, +1]. ΄Ετσι, µε ϐάση
και τη σχέση που παρατίθεται στην υποενότητα 3.5.3, οι τιµές κάθε χαρακτηριστικού
µετασχηµατίζονται ως εξής :

x
′

i,n =
xi,n −min(xi)

max(xi) −min(xi)
(6.4)

όπου µε min(xi) και max(xi) συµβολίζονται η ελάχιστη και η µέγιστη τιµή του i-οστού
χαρακτηριστικού.
Ακόµα, για την αντιµετώπιση της υψηλής ανισορροπίας των κλάσεων που αποτυπώνε-
ται και στον πίνακα 6.1, διερευνήθηκαν οι εξής τέσσερις τεχνικές εξισορρόπησης των
δεδοµένων ϐασισµένες στην υπερδειγµατοληψία:

1. Τυχαία υπερδειγµατοληψία (Random Oversampling): η τεχνική αυτή αποτελεί
την πιο απλή προσέγγιση, κατά την οποία τυχαία επιλεγµένα δείγµατα της κλάσης
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µειοψηφίας αναπαράγονται και στην συνέχεια προστίθενται στο αρχικό σύνολο
αυτούσια.

2. Synthetic Minority Oversampling Technique (SMOTE) [45]: µε τον αλγόριθµο
αυτόν συντίθενται νέα στιγµιότυπα της κατηγορίας µειοψηφίας από τα υπάρχο-
ντα δεδοµένα. Ο αλγόριθµος επιλέγει τυχαία ένα δείγµα, έστω διάνυσµα Χ, της
κλάσης µειοψηφίας. Για αυτό το στιγµιότυπο ϐρίσκει τους k πλησιέστερους γείτο-
νές του (k nearest neighbors), επιλέγει έναν από αυτούς, έστω Υ, και υπολογίζει
τη διαφορά των δύο διανυσµάτων Χ,Υ. Τέλος, πολλαπλασιάζει τη διαφορά µε έναν
τυχαίο αριθµό στο [0,1], οπότε προκύπτει το διάνυσµα Ζ. Το συνθετικό δείγµα
προκύπτει από το άθροισµα των διανυσµάτων Χ και Ζ. Η παραπάνω διαδικασία
επαναλαµβάνεται για Ν τυχαία δείγµατα της µειονότητας, όπου το Ν προκύπτει
ανάλογα µε την τελική αναλογία κλάσεων που επιδιώκεται να επιτευχθεί.

3. Borderline Synthetic Minority Oversampling Technique (BSMOTE) [46]: µια
παραλλαγή της SMOTE τεχνικής αποτελεί η Borderline SMOTE. Με την µέθοδο
αυτή πραγµατοποιείται υπερδειγµατοληψία µόνο των δειγµάτων µειοψηφίας που
εντοπίζονται κοντά στη διαχωριστική γραµµή των κλάσεων, καθώς τα δείγµατα
αυτά επηρεάζουν περισσότερο τα τελικά αποτελέσµατα ταξινόµησης, από ότι τα
στιγµιότυπα που ϐρίσκονται µακριά από τη διαχωριστική γραµµή.

4. Adaptive Synthetic (ADASYN) υπερδειγµατοληψία [47]: ο ADASYN αλγόριθµος
παράγει συνθετικά δεδοµένα της κλάσης µειονότητας, ανάλογα µε τη δυσκολία
του κάθε στιγµιοτύπου µειονότητας, όπου µε τον όρο ¨δυσκολία¨ περιγράφεται η
απαιτητικότητα ταξινόµησης του συγκεκριµένου δείγµατος µειοψηφίας. Για να
καθοριστεί ο αριθµός των συνθετικών δειγµάτων που ϑα δηµιουργηθούν για κάθε
δείγµα της κλάσης µειοψηφίας χρησιµοποιείται µια κατανοµή πυκνότητας. Η
κατανοµή πυκνότητας ri για κάθε δείγµα xi της κλάσης µειοψηφίας υπολογίζεται
ως ri =

∆i
K όπου ∆i το πλήθος των K κοντινότερων γειτόνων του xi που ανήκουν

στην κλάση πλειοψηφίας. Ο αριθµός των συνθετικών δειγµάτων που δηµιουργο-
ύνται τελικά για το δείγµα xi είναι gi = r̂i · G, όπου r̂i η κανονικοποιηµένη τιµή
του ri και G = (ml − ms) · � όπου ml, ms το πλήθος των δειγµάτων των κλάσεων
πλειοψηφίας και µειοψηφίας αντίστοιχα και �ϸ[0, 1] παράµετρος που προσδιο-
ϱίζει το επιθυµητό µέγεθος της ισορροπίας του συνόλου των δεδοµένων µετά την
επαύξηση. Για � = 1 έχουµε πλήρη εξισορρόπηση.

Βαθµονόµηση µοντέλου

Η ϐαθµονόµηση (calibration) του δικτύου ϑεωρήθηκε αρκετά σηµαντική, καθώς ήταν
επιθυµητή η δυνατότητα εκτίµησης της εµφάνισης υπογλυκαιµικών και υπεργλυκαι-
µικών επεισοδίων και µε τη µορφή πιθανότητας. Συνοπτικά, ένα µοντέλο µηχανικής
µάθησης ϑεωρείται ϐαθµονοµηµένο όταν η πρόβλεψη του για µια κλάση, µε τη µορφή
πιθανότητας p, είναι ορθή σε ποσοστό (100 · p)% όλων των συνολικών προβλέψεων. Το
χαρακτηριστικό αυτό έχει ιδιαίτερη αξία στις περιπτώσεις όπου δεν µας ενδιαφέρει µόνο
το σε ποια κλάση ταξινοµήθηκε τελικά ένα δείγµα, αλλά και η σιγουριά (confidence)
µε την οποία το εξεταζόµενο ML µοντέλο ταξινόµησε το συγκεκριµένο δείγµα στην
κλάση αυτή. Στην περίπτωσή µας, λόγω της ϕύσης του προβλήµατος, είναι επιθυµη-
τός ο υπολογισµός confidence scores για τη ϑετική κλάση, τα οποία αντανακλούν την
πραγµατική προβλεπτική ικανότητα του δικτύου. Αν και ορισµένα µοντέλα µηχανικής
µάθησης (π.χ. µοντέλα λογιστικής παλινδρόµησης) είναι εκ ϕύσεως ϐαθµονοµηµένα,
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άλλα (όπως οι Naive Bayes ταξινοµητές) απαιτούν εξωτερική ϐαθµονόµηση. [108]
Αντίστοιχα, η δυνατότητα ερµηνείας της εξόδου των τεχνητών νευρωνικών δικτύων ως
πραγµατικές πιθανότητες πρόβλεψης, εξαρτάται σε µεγάλο ϐαθµό και από τη δοµή
τους. Συνήθως, απλά νευρωνικά δικτύα είναι ϐαθµονοµηµένα σε ικανοποιητικό ϐαθ-
µό, µε την ϐαθµονόµηση τους όµως να ϕθίνει, καθώς το πλήθος των επιπέδων τους και
ο αριθµός των παραµέτρων τους αυξάνουν. [109] Στην περίπτωσή µας, επιλέξαµε να
εφαρµόσουµε επιπρόσθετη εξωτερική ϐαθµονόµηση µε χρήση της µεθόδου Tempera-
ture Scaling, µια παραλλαγή της Platt Scaling µεθόδου. [109] Η Temperature Scaling
τεχνική χρησιµοποιεί µια ϐαθµωτή παράµετρο T > 0, για να αλλάξει την κλίµακα της
εξόδου του τελευταίου επιπέδου, πριν αυτή δοθεί ως είσοδος στη σιγµοειδή συνάρτη-
ση. Η τιµή T προκύπτει έπειτα από την ελαχιστοποίηση της negative log likelihood
µετρικής για ένα σύνολο επικύρωσης, δεδοµένων των πιθανοτήτων πρόβλεψης του µη
ϐαθµονοµηµένου µοντέλου και των αντίστοιχων επιθυµητών εξόδων, για το σύνολο αυ-
τό. Για την αξιολόγηση του ποσοστού ϐαθµονόµησης του µοντέλου, κι εποµένως την
αξιολόγηση των παραγόµενων confidence scores χρησιµοποιούνται οι µετρικές Brier
Score και Expected Calibration Error (ECE). [110] Σηµειώνουµε ότι η Brier Score
µετρική ορίζεται ως :

Brier Score =
1
N

N∑
i=1

(ft − ot)2 (6.5)

όπου N το συνολικό πλήθος προβλέψεων και fi , oi η πιθανότητα πρόβλεψης του µο-
ντέλου και η επιθυµητή έξοδος για το δείγµα i αντίστοιχα. Αν και η Brier µετρική
µπορεί να δώσει κάποια ένδειξη για τη ϐαθµονόµηση ενός δικτύου καθώς κάνει χρήση
πιθανοτήτων πρόβλεψης, µια πιο ενδεικτική µετρική αξιολόγησης για το συγκεκριµένο
σκοπό, είναι το Expected Calibration Error (ECE):

ECE =
M∑

m=1

|Bm |

n
· |acc(Bm) − conf (Bm)| (6.6)

Για τον υπολογισµό του ECE τα δείγµατα κατηγοριοποιούνται σε bins, ανάλογα µε το
εύρος των πιθανοτήτων πρόβλεψής τους. ΄Ετσι, το Bm αποτελεί το σετ των δειγµάτων των
οποίων η πιθανότητα πρόβλεψης ανήκει στο διάστηµα Im = (m−1

M , m
M ], όπου M το πλήθος

των bins. Οι ποσότητες acc(Bm) και conf (Bm) ορίζονται ως :

acc(Bm) =
1
|Bm |

∑
i∈Bm

1(yi = oi)

conf (Bm) =
1
|Bm |

∑
i∈Bm

(pi)
(6.7)

όπου yi , oi , pi η προβλεπόµενη κλάση, η πραγµατική κλάση και η πιθανότητα πρόβλε-
ψης του δείγµατος i. Σηµειώνουµε ότι στην περίπτωση µας, για τους παραπάνω υπο-
λογισµούς χρησιµοποιήθηκαν 10 bins, δηλαδή M = 10.

Εµφωλευµένη διασταυρούµενη επικύρωση

Για την εκπαίδευση του δικτύου για κάθε σύνολο δεδοµένων, επιστρατεύτηκε η µέθοδος
της εµφωλευµένης διασταυρούµενης επικύρωσης (nested cross-validation). Η τεχνική
αυτή εφαρµόζει ένα εξωτερικό κι ένα εσωτερικό (εµφωλευµένο) k-fold cross-validation,
όπου το εξωτερικό cross-validation χρησιµοποιείται για την αξιολόγηση του µοντέλου
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και το εσωτερικό χρησιµοποιείται για τον προσδιορισµό των ϐέλτιστων υπερπαραµέτρων
του. Στη µέθοδο nested cross- validation ενσωµατώθηκαν ακόµα οι προαναφερθείσες
τεχνικές εξισορρόπησης των δεδοµένων και ϐαθµονόµησης, ενώ έγιναν ακόµα κάποιες
δοκιµές µε προσαρµοσµένο κατώφλι ταξινόµησης.

Σχήµα 6.8: Παράδειγµα εφαρµογής της nested cross-validation τεχνικής, όπου
για το εξωτερικό cross-validation χρησιµοποιούνται 5 folds και για το εσωτερικό, 2
folds. [111]

Αναλυτικότερα, η µεθοδολογία που ακολουθείται για κάθε σύνολο δεδοµένων είναι η
εξής : αρχικά, το εξεταζόµενο σύνολο δεδοµένων κανονικοποιείται στο διάστηµα [0,1] µε
τη χρήση Min-Max κανονικοποίησης. Στη συνέχεια, στο σύνολο δεδοµένων εφαρµόζε-
ται stratified 5-fold cross-validation (εξωτερικό CV), οπότε αυτό διασπάται 5 ϕορές σε
σύνολο εκπαίδευσης και σύνολο ελέγχου, σε αναλογία 4:1 και µε διαφορετικό τµήµα
να αποτελεί κάθε ϕορά το σύνολο ελέγχου. Για µεγαλύτερη ευκολία αναφέρουµε τα
σύνολα εκπαίδευσης και ελέγχου του i-οστού fold του εξωτερικού CV, ως Train Seti και
Test Seti αντίστοιχα, όπου i = 1, 2, .., 5. ΄Επειτα, σε κάθε fold i, το αντίστοιχο Train
Seti υφίσταται εξισορρόπηση δεδοµένων µε κάποια επιλεγµένη µέθοδο υπερδειγµατο-
ληψίας, εκ των SMOTE, BSMOTE, Random και ADASYN. Μετά την εξισορρόπησή του,
το κάθε Train Seti χρησιµοποιείται για την εύρεση των ϐέλτιστων υπερπαραµέτρων για
το συγκεκριµένο εξωτερικό fold. Ο προσδιορισµός αυτός πραγµατοποιείται χρησιµο-
ποιώντας stratified 3-fold cross-validation (εσωτερικό CV), σε συνδυασµό µε αναζήτηση
πλέγµατος (grid search). Οι υπερπαράµετροι που κάθε ϕορά ϐελτιστοποιούνται µέσω
της εξαντλητικής αναζήτησης είναι αυτές που παρουσιάζονται στον πίνακα 6.2. Ως µε-
τρική αξιολόγησης για το εσωτερικό CV χρησιµοποιείται η AUC µετρική. Μετά από
την αξιολόγηση όλων των συνδυασµών που ορίζονται από το hyperparameter space,
µε χρήση 3-fold cross-validation, έχουν προσδιοριστεί οι ϐέλτιστες τιµές υπερπαρα-
µέτρων µε ϐάση το Train Seti. Στη συνέχεια προχωρούµε σε ϐαθµονόµηση αυτού
του προκύπτοντος, ϐέλτιστου µοντέλου µε χρήση της Temperature Scaling τεχνικής.
Για το σκοπό αυτό, ένα 10% του Train Seti χρησιµοποιείται ως σύνολο επικύρωσης
για τον προσδιορισµό της αντίστοιχης παραµέτρου T . Η εκπαίδευση του, ϐαθµονο-
µηµένου µοντέλου ϐέλτιστων υπερπαραµέτρων γίνεται µε χρήση του υπολοίπου 90%
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Train Seti (έστω Train Set′i ), ενώ στη συνέχεια η αξιολόγησή του γίνεται µε ϐάση το
Test Seti. Προχωρούµε στην αξιολόγηση αυτή µε δύο διαφορετικά κατώφλια ταξινόµη-
σης : µε το προκαθορισµένο κατώφλι ίσο µε 0.5 και µε ένα ακόµα, προσαρµοσµένο
κατώφλι ταξινόµησης. Η προσαρµογή του κατωφλίου γίνεται µε χρήση ενός validation
set που προκύπτει ως υποσύνολο των δεδοµένων που χρησιµοποιούνται τελικά για την
εκπαίδευση (Train Set′i ), µε αναλογία training και validation set 70:30 αντίστοιχα.
∆οκιµάζονται κατώφλια ταξινόµησης από το 0 έως το 1, µε ϐήµα 0.001, ενώ κριτήριο
επιλογής του τελικού κατωφλίου αποτελεί η µεγιστοποίηση της F1-score µετρικής για
αυτό το σύνολο επικύρωσης. Για κάθε επανάληψη για το µοντέλο αποθηκεύονται τα
αποτελέσµατα και των δύο αξιολογήσεων, µε ή χωρίς προσαρµοσµένο κατώφλι. Στόχος
µας είναι να συµπεράνουµε κατά πόσο η τεχνική threshold tuning ϐελτιώνει τα τελικά
αποτελέσµατα στην περίπτωσή µας.

6.3.2 Αξιολόγηση µοντέλου µηχανικής µάθησης

Η αξιολόγηση του µοντέλου κατά το εξωτερικό CV της nested cross-validation πραγµα-
τοποιείται µε τις µετρικές : Accuracy, Precision, Recall, AUC, F1-score, Brier Score και
Expected Calibration Error (ECE). Παράλληλα, µαζί µε αυτές τις µετρικές, υπολογίζε-
ται και το confidence score του εξεταζόµενου µοντέλου για τη ϑετική κλάση, ως η µέση
τιµή των πιθανοτήτων πρόβλεψης που αντιστοιχούν σε δείγµατα που έχουν κατηγοριο-
ποιηθεί στην κλάση αυτή. Οι µετρικές Accuracy, Precision, Recall, AUC και F1-score
(οι οποίες παρουσιάστηκαν στην υποενότητα 3.5.4) χρησιµοποιούνται για την αξιολόγη-
ση της προβλεπτικής ικανότητας του δικτύου, µε τις AUC και F1-score να ϑεωρούνται
ως οι πλέον αντιπροσωπευτικές, λόγω της παρατηρούµενης υψηλής ανισορροπίας των
κλάσεων. Αντίστοιχα, οι Brier Score, ECE µετρικές συµπεριλαµβάνονται µε στόχο τη
συµπληρωµατική αξιολόγηση του ποσοστού ϐαθµονόµησης του µοντέλου.
Τέλος, για τη σύγκριση των αποτελεσµάτων διαφορετικών µεθόδων υπερδειγµατοληψίας
γίνεται χρήση στατιστικών tests. Συγκεκριµένα, χρησιµοποιήθηκε το paired t-test και
το Wilcoxon signed rank test. Καθώς το paired t-test έχει ως προϋπόθεση εφαρµογής
την κανονικότητα των διαφορών των δύο groups που συγκρίνονται κάθε ϕορά, σε πε-
ϱίπτωση που αυτή καταπατάται, γίνεται εναλλακτική χρήση του Wilcoxon signed-rank
test. Ο έλεγχος αυτός εφαρµόζεται για τον ίδιο σκοπό µε το paired t-test, όµως δεν
διαθέτει την προαναφερθείσα προϋπόθεση εφαρµογής. Σηµειώνουµε ότι ο έλεγχος της
κανονικότητας πραγµατοποιείται µε χρήση του Shapiro-Wilk test.

6.3.3 Ερµηνευσιµότητα µοντέλου µηχανικής µάθησης

Για την ερµηνεία του µοντέλου επιστρατεύεται η LIME τεχνική, η οποία προσφέρει ε-
ξηγήσεις σε τοπικό επίπεδο, µέσω επεξήγησης επιλεγµένων στιγµιοτύπων. Για κάθε
σύνολο δεδοµένων, οι δοκιµές µε τη LIME µέθοδο πραγµατοποιοιούνται µε χρήση του
οµώνυµου Python πακέτου και του αντίστοιχου Recurrent Tabular Explainer, ο οπο-
ίος εφαρµόζεται για την επεξήγηση αναδροµικών δικτύων που κάνουν χρήση δεδοµένων
σε µορφή πίνακα. ΄Οπως ϕάνηκε και από το κεφάλαιο 4, η ποιότητα των τελικών ε-
ξηγήσεων εξαρτάται σε µεγάλο ϐαθµό από τον τρόπο κατασκευής των διαταραγµένων
δειγµάτων, τη µέθοδο υπολογισµού του ϐαθµού οµοιότητας, τον αριθµό και τη µέθοδο
επιλογής των m πιο χρήσιµων χαρακτηριστικών και το εφαρµοζόµενο, απλό µοντέλο g.
Σε αυτήν την υποενότητα µιλάµε για τις σχετικές επιλογές που έγιναν στην παρούσα
εργασία.

65



΄Οσον αφορά στη διατάραξη ενός δείγµατος, για tabular δεδοµένα σαν και αυτά που
µεταχειριζόµαστε εµείς, η επιλεγµένη µέθοδος από το LIME πακέτο που χρησιµοποιε-
ίται είναι η εξής : αρχικά εξάγονται τα στατιστικά στοιχεία των τιµών που λαµβάνει κάθε
χαρακτηριστικό στο σύνολο εκπαίδευσης. Στη συνέχεια, λαµβάνονται δείγµατα από
µια κανονική κατανοµή (0,1) και ύστερα, πραγµατοποιώντας την αντίστροφη διαδικα-
σία του κεντραρίσµατος γύρω από τη µέση τιµή (mean-centering) και της κλιµάκωσης
(scaling), µε χρήση των µέσων τιµών και των τυπικών αποκλίσεων που υπολογίστη-
καν από την στατιστική ανάλυση κάθε συνόλου τιµών των χαρακτηριστικών στο σύνολο
εκπαίδευσης, παράγονται νέες τιµές χαρακτηριστικών και κατ’ επέκταση τα διαταραγ-
µένα δείγµατα. Αυτό σηµαίνει ότι τα διαταραγµένα δείγµατα είναι στην πραγµατικότητα
ανεξάρτητα από το δείγµα ενδιάφεροντος, καθιστώντας τον υπολογισµό του ϐαθµού ο-
µοιότητας ακόµη πιο κρίσιµο, καθώς τελικά αυτός ο ϐαθµός είναι το µόνο πράγµα που
εξασφαλίζει την τοπικότητα γύρω από το δείγµα που εξετάζεται.Σχετικά µε την εκτίµη-
ση του ϐαθµού οµοιότητας, αυτή υπολογίστηκε µε ϐάση την προεπιλεγµένη µετρική
απόστασης (ευκλείδια απόσταση), η οποία µετατρέπεται σε ϐαθµό οµοιότητας χρησι-
µοποιώντας έναν εκθετικό πυρήνα εξοµάλυνσης, µε προεπιλεγµένο πλάτος ίσο µε 0.75
ϕορές την τετραγωνική ϱίζα του πλήθους των χαρακτηριστικών. Για το απλό µοντέλο
g, εφαρµόστηκε µέθοδος παλινδρόµησης τύπου ridge (ridge regression). Ακόµα, όσον
αφορά τα χαρακτηριστικά που χρησιµοποιούνται για την εξήγηση, δίνεται η επιλογή
στον χρήστη να ορίσει ο ίδιος το πλήθος m που επιθυµεί να συµπεριλάβει. Για την
µέθοδο επιλογής των m χαρακτηριστικών, σε περίτωση όπου το m είναι µικρότερο από
το συνολικό πλήθος διαθέσιµων features, προσφέρονται οι εξής αλγόριθµοι :

1. Επιλογή προς τα εµπρός : Τα χαρακτηριστικά προστίθενται ένα-ένα ανάλογα µε
τη ϐελτίωση που προσφέρουν στην προσέγγιση του σύνθετου γενικού µοντέλου
από το απλό.

2. Επιλογή προς τα πίσω: Ξεκινώντας από το µοντέλο που περιέχει όλα τα χα-
ϱακτηριστικά εξετάζεται ένα-ένα κάθε χαρακτηριστικό ως προς το εαν ϑα ϕέρει
µεγαλύτερη ϐελτίωση η αφαίρεση του, µέχρι να επιτευχθεί ένα µοντέλο µε m
χαρακτηριστικά.

3. Υψηλότερα ϐάρη: Επιλέγονται τα m χαρακτηριστικά µε το υψηλότερο απόλυτο
ϐάρος στην ridge παλινδρόµηση που έχει προκύψει ύστερα από προσαρµογή στα
αποτελέσµατα-προβλέψεις του σύνθετου µοντέλου.

4. LASSO: Επιλέγονται τα m χαρακτηριστικά που είναι λιγότερο επιρρεπή σε συρ-
ϱίκνωση ϐάσει της διαδροµής κανονικοποίησης µιας LASSO regression εφαρµο-
σµένης στα αποτελέσµατα του σύνθετου µοντέλου.

Στην δική µας υλοποίηση, για την περίπτωση πρόβλεψης µε ορίζοντα 0-30 min επι-
λέξαµε να χρησιµοποιήσουµε όλα τα χαρακτηριστικά εισόδου (δηλαδή τίθεται m = 14),
ενώ για την περίπτωση ορίζοντα πρόβλεψης 30-60 min χρησιµοποιούνται m = 15 από
τα 20 χαρακτηριστικά, τα οποία επιλέγονται µε την µέθοδο υψηλότερων ϐαρών.
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Κεφάλαιο 7

Αποτελέσµατα και συζήτηση

Στο παρόν κεφάλαιο παρουσιάζονται και σχολιάζονται τα αποτελέσµατα της αξιολόγη-
σης του αναπτυχθέντος µοντέλου, για κάθε σύνολο δεδοµένων. Στη συνέχεια, στο δε-
ύτερο τµήµα, παρέχονται τα αποτελέσµατα εφαρµογής της επιλεγµένης τεχνικής ερµη-
νευσιµότητας LIME.

7.1 Πρόβλεψη υπεργλυκαιµικών επεισοδίων

Για την πρόβλεψη υπεργλυκαιµικών επεισοδίων πραγµατοποιήθηκαν δοκιµές µε δύο
διαφορετικά σύνολα δεδοµένων, ανάλογα µε το αν στόχος ήταν η πρόβλεψη υπεργλυ-
καιµιών για prediction horizon 0-30 ή 30-60 λεπτών. Και τα δύο αυτά εξεταζόµενα
datasets εµφάνιζαν µέτρια ανισορροπία κλάσεων ίση µε 35% και 34% αντίστοιχα. Α-
πό τα αποτελέσµατα που προέκυψαν έπειτα από την αξιολόγηση του αναπτυχθέντος,
αναδροµικού µοντέλου µε τη χρήση των µεθόδων του κεφαλαίου 6, ϕάνηκε ότι η προ-
σαρµογή του κατωφλίου ταξινόµησης δεν ευνόησε την πρόβλεψη για κανένα από τα
δύο σύνολα δεδοµένων. Για το λόγο αυτό, στο παρόν κεφάλαιο, παραθέτουµε και σχο-
λιάζουµε τα αποτελέσµατα που προέκυψαν εφαρµόζοντας το προκαθορισµένο κατώφλι
ταξινόµησης, ίσο µε 0.5. Στο Παράρτηµα Αʹ παρέχονται συµπληρωµατικά οι τιµές
των µετρικών αξιολόγησης, έπειτα την προσαρµογή του κατωφλίου µε χρήση συνόλου
επικύρωσης.

7.1.1 Ορίζοντας πρόβλεψης 0-30 λεπτά

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 83.643% 78.892% 76.015% 81.902% 76.703%
std 4.499% 11.861% 6.971% 4.059% 5.483%

BSMOTE
mean 79.12% 65.786% 87.03% 80.922% 74.628%
std 5.071% 6.698% 7.635% 4.781% 5.475%

Random
mean 83.327% 75.523% 78.309% 82.174% 76.761%
std 2.87% 5.412% 4.147% 2.813% 3.672%
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Πίνακας 7.1: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 0-30 λεπτά - Υπερ-
γλυκαιµία

ADASYN
mean 80.25% 67.374% 85.18% 81.365% 75.085%
std 2.799% 3.406% 7.503% 3.453% 3.968%

Πίνακας 7.2: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 0-30 λεπτά - Υπερ-
γλυκαιµία

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 83.892% 9.417% 0.1265
std 2.08% 1.927% 0.0283

BSMOTE
mean 80.34% 14.003% 0.1432
std 4.198% 4.2% 0.0342

Random
mean 83.907% 10.581% 0.1248
std 3.275% 1.245% 0.0258

ADASYN
mean 81.301% 14.276% 0.1379
std 3.592% 2.329% 0.0278

Στους παραπάνω πίνακες (πίνακας 7.1, πίνακας 7.2) µπορούµε να δούµε τα απο-
τελέσµατα των µετρικών αξιολόγησης που εξετάζονται στα πλαίσια της παρούσας δι-
πλωµατικής, για το διάστηµα πρόβλεψης 0 έως 30 λεπτά. Οι µετρικές οι οποίες µας
ενδιαφέρουν περισσότερο είναι οι AUC και F1-score. Εφόσον τα δεδοµένα είναι µη
ισορροπηµένα, η µετρική της ακρίβειας δεν µπορεί να δώσει εξίσου σηµαντικές πληρο-
ϕορίες για την απόδοση του µοντέλου. Αντίθετα, η F1 µετρική λαµβάνει υπόψιν στον
ίδιο ϐαθµό τα δείγµατα της ϑετικής κλάσης, τα οποία σε αυτήν την περίπτωση αντι-
στοιχούν σε υπεργλυκαιµίες. Παρατηρούµε ότι οι ϐέλτιστες τιµές AUC και F1-score
(AUC = 82.174%, F1-score = 76.761%) αντιστοιχούν στην ίδια µέθοδο εξισορρόπησης
δεδοµένων και συγκεκριµένα στη µέθοδο της τυχαίας (Random) υπερδειγµατοληψίας.
Κατά τη τεχνική αυτή, δείγµατα της κλάσης µειονότητας επαναλαµβάνονται αυτούσια,
µε στόχο την άµβλυνση των συνεπειών της ανισορροπίας των κλάσεων. ΄Οσον αφορά την
αξιολόγηση της ϐαθµονόµησης του δικτύου, οι µετρικές που διαθέτουν τη µεγαλύτε-
ϱη αξία είναι η Expected Calibration Error (ECE) και δευτερευόντως, η Brier Score
µετρική. Παρατηρούµε ότι η µικρότερη τιµή ECE, ίση µε 9.417%, παρατηρείται για
τη Synthetic Minority Oversampling τεχνική (SMOTE), όπου τα δείγµατα της κλάσης
µειονότητας αυξάνονται µέσω της σύνθεσης νέων ϑετικών δειγµάτων, µε ϐάση τα υπάρ-
χοντα. Αντίστοιχα, το ϐέλτιστο Brier Score (0.1248) σηµειώνεται για την περίπτωση
εφαρµογής τυχαίας υπερδειγµατοληψίας, αν και αυτό εµφανίζει µικρή απόκλιση από
το αντίστοιχο αποτέλεσµα για τη SMOTE τεχνική. Αξίζει να επισηµανθεί ότι οι διαφορές
αυτές ϑα µπορούσαν να οφείλονται στη στοχαστικότητα των αλγορίθµων εκπαίδευσης,
καθώς οι µετρικές αξιολόγησης κατά µήκος των διαφορετικών τεχνικών εξισορρόπη-
σης κυµαίνονται σε παρόµοια επίπεδα µε µικρές αποκλίσεις. ΄Οσον αφορά τη µέση
σιγουριά (mean confidence) του µοντέλου κατά τη πρόβλεψη της ϑετικής κλάσης, πα-
ϱατηρούµε ότι αυτή κινείται σε σχετικά υψηλά επίπεδα, τα οποία προσεγγίζουν τις τιµές
ακρίβειας. Για την αξιολόγηση της αξιοπιστίας των mean confidence τιµών µπορεί να
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ληφθεί υπόψιν το ποσοστό ϐαθµονόµησης του δικτύου. Καθώς στη συγκεκριµένη πε-
ϱίπτωση οι τιµές ECE δεν κυµαίνονται σε υπερβολικά υψηλά επίπεδα, συµπεραίνουµε
ότι η σιγουριά αυτή δεν αποκλίνει πολύ από την πραγµατικότητα.
Για τη σύγκριση των διαφόρων µοντέλων µε πιο αξιόπιστο τρόπο πραγµατοποιήθηκαν
ακόµα στατιστικά tests για κάθε συνδυασµό. Τα πειράµατα αυτά διεξήχθησαν για
τις κύριες µετρικές ενδιαφέροντος, F1-score, AUC και ECE και τα αποτελέσµατα τους
ϕαίνονται παρακάτω.

Πίνακας 7.3: Αποτελέσµατα Wilcoxon-signed rank test και paired t-test για την µε-
τρική AUC και ορίζοντα πρόβλεψης 0-30 λεπτών - Υπεργλυκαιµία

AUC
SMOTE BSMOTE Random

BSMOTE 1.0
Random 0.8125 0.625
ADASYN 0.5210 0.8125 0.625

Πίνακας 7.4: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την µε-
τρική F1-score και ορίζοντα πρόβλεψης 0-30 λεπτών - Υπεργλυκαιµία

F1-score
SMOTE BSMOTE Random

BSMOTE 0.8125
Random 0.8125 0.4375
ADASYN 0.4375 1.0 0.1441

Πίνακας 7.5: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την µε-
τρική ECE και ορίζοντα πρόβλεψης 0-30 λεπτών - Υπεργλυκαιµία

ECE
SMOTE BSMOTE Random

BSMOTE 0.0625
Random 0.125 0.1073
ADASYN 0.0625 1.0 0.0625

Για τη σύγκριση κάθε συνδυασµού µοντέλων µε στατιστικές µεθόδους χρησιµοποιήθη-
καν τα επιµέρους αποτελέσµατα που είχαν προκύψει από κάθε fold για κάθε µία από
τις εξεταζόµενες µετρικές. Το paired t-test εφαρµόστηκε στις περιπτώσεις όπου ίσχυε
η υπόθεση πέρι κανονικότητας των διαφορών των δύο συγκρινόµενων οµάδων, η οποία
και ελέγχθηκε µε χρήση του Shapiro-Wilk test. Στην περίπτωση όπου αυτή η υπόθε-
ση δεν ευσταθούσε προχωρήσαµε σε εφαρµογή του αντίστοιχου Wilcoxon signed-rank
ελέγχου. Από τα αποτελέσµατα που προκύπτουν για τις µετρικές AUC, F1-score και
ECE καταλήγουµε στο ότι οι παρατηρούµενες αποκλίσεις δεν διαθέτουν στατιστική ση-
µασία, οπότε δεν είναι δυνατή η άµεση εξαγωγή συµπερασµάτων σχετικά µε τη ϐέλτιστη
τεχνική εξισορρόπησης για τις µετρικές αυτές. Με στόχο την πιο αξιόπιστη σύγκριση
των εφαρµοζόµενων τεχνικών υπερδειγµατοληψίας, είναι δυνατή η εφαρµογή repeated
(nested) cross-validation τεχνικών, έτσι ώστε τα δείγµατα των οµάδων που συγκρίνονται
κάθε ϕορά να είναι πιο πολυπληθή.
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7.1.2 Ορίζοντας πρόβλεψης 30-60 λεπτά

΄Οπως και προηγουµένως, για την εξαγωγή συµπερασµάτων για τον ορίζοντα πρόβλε-
ψης 30-60 λεπτών λαµβάνουµε υπόψιν κυρίως τις µετρικές AUC και F1-score για την
αξιολόγηση της προβλεπτικής ικανότητας του µοντέλου και τις µετρικές ECE και Brier
Score για την αξιολόγηση του ποσοστού ϐαθµονόµησής του. Στη συνέχεια παρουσιάζο-
νται τα αποτελέσµατα όλων των εφαρµοζόµενων µετρικών.

Πίνακας 7.6: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 30-60 λεπτά - Υπερ-
γλυκαιµία

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 71.153% 58.186% 68.303% 70.453% 62.235%
std 5.726% 9.126% 4.432% 3.85% 4.214%

BSMOTE
mean 67.604% 52.567% 75.405% 69.455% 61.468%
std 4.519% 4.098% 9.523% 2.752% 2.882%

Random
mean 73.405% 60.921% 65.03% 71.39% 62.745%
std 3.501% 5.956% 3.536% 2.929% 3.65%

ADASYN
mean 70.414% 55.536% 72.162% 70.844% 62.534%
std 1.69% 2.768% 5.377% 0.977% 0.995%

Πίνακας 7.7: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 30-60 λεπτά - Υπερ-
γλυκαιµία

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 75.383% 15.551% 0.1932
std 2.359% 5.757% 0.0209

BSMOTE
mean 67.108% 15.568% 0.1995
std 2.232% 3.333% 0.0172

Random
mean 72.835% 11.067% 0.1807
std 2.173% 1.511% 0.0094

ADASYN
mean 69.266% 15.243% 0.1925
std 1.986% 3.347% 0.0091

Πραγµατοποιώντας µια απλή επισκόπηση όλων των µετρικών για όλες τις τεχνικές εξι-
σορρόπησης δεδοµένων, γίνεται ϕανερό ότι η γενικότερη απόδοση του µοντέλου είναι
χειρότερη σε σχέση µε αυτή που είχε σηµειωθεί για τον ορίζοντα πρόβλεψης 0-30 λε-
πτών, κάτι που υποδηλώνει την ικανότητα του µοντέλου να πραγµατοποιεί καλύτερες
προβλέψεις για το κοντινότερο µέλλον. ΄Οπως και στην περίπτωση πρόβλεψης υπερ-
γλυκαιµιών µε ορίζοντα πρόβλεψης 0-30 λεπτά, η παρατηρούµενη F1 µετρική είναι
χαµηλότερη από την ακρίβεια για όλες τις µορφές υπερδειγµατοληψίας, κάτι που µπο-
ϱεί να αποδοθεί στην αρχική ανισοροπία των κλάσεων (34%). Παρόλα αυτά, αξίζει να
επισηµανθεί ότι αυτές οι διαφορές, αν και υπαρκτές, κινούνται σε σχετικά περιορισµένα
επίπεδα. Οι υψηλότερες τιµές AUC και F1-score (AUC = 71.39%, F1-score = 62.745%)
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παρατηρούνται, όπως και προηγουµένως, για την µέθοδο της τυχαίας υπερδειγµατο-
ληψίας. ΄Οσον αφορά το ποσοστό ϐαθµονόµησης, οι ϐέλτιστες (δηλαδή χαµηλότερες)
τιµές ECE και Brier Score µετρικών αντιστοιχούν επίσης στην Random Oversampling
τεχνική. Συγκεκριµένα, µε χρήση τυχαίας υπερδειγµατοληψίας σηµειώνεται ECE ίσο
µε 11.067% και Brier Score ίσο µε 0.1807. Η µέση σιγουριά του δικτύου κατά την
πρόβλεψη της κλάσης µειονότητας κυµαίνεται σε χαµηλότερα επίπεδα από ότι στην πε-
ϱίπτωση ορίζοντα πρόβλεψης 0-30 λεπτών, κάτι που είναι αναµενόµενο κι επιθυµητό,
λόγω του πιο αποµακρυσµένου χρονικά ορίζοντα πρόβλεψης των 30-60 λεπτών. Και
σε αυτήν την περίπτωση πάντως, τα εκτιµώµενα επίπεδα σιγουριάς προσεγγίζουν τις α-
ντίστοιχες τιµές ακρίβειας. Στη συνέχεια παρατίθενται τα αποτελέσµατα των στατιστικών
tests που πραγµατοποιήθηκαν για την εξαγωγή συµπερασµάτων για το κατά πόσο οι
παρατηρούµενες αποκλίσεις µεταξύ των µοντέλων διαθέτουν στατιστική σηµασία.

Πίνακας 7.8: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την µε-
τρική AUC για ορίζοντα πρόβλεψης 30-60 λεπτών - Υπεργλυκαιµία

AUC
SMOTE BSMOTE Random

BSMOTE 1.0
Random 0.625 0.0625
ADASYN 1.0 0.3125 1.0

Πίνακας 7.9: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την µε-
τρική F1-score για ορίζοντα πρόβλεψης 30-60 λεπτών - Υπεργλυκαιµία

F1-score
SMOTE BSMOTE Random

BSMOTE 1.0
Random 0.4375 0.4375
ADASYN 1.0 0.8125 1.0

Πίνακας 7.10: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική ECE για ορίζοντα πρόβλεψης 30-60 λεπτών - Υπεργλυκαιµία

ECE
SMOTE BSMOTE Random

BSMOTE 1.0
Random 0.4375 0.0625
ADASYN 1.0 1.0 0.125

Από τους διεξαχθέντες στατιστικούς ελέγχους συµπεραίνουµε ότι για τις εξεταζόµενες
µετρικές δεν υπάρχει στατιστική ανεξαρτησία µεταξύ των διαφορετικών προσεγγίσεων,
καθώς δεν είναι δυνατή η απόρριψη της µηδενικής υπόθεσης (null hypothesis). Επο-
µένως, οριστικά συµπεράσµατα όσον αφορά τη ϐέλτιστη µέθοδο είναι επισφαλή.
Συνοψίζοντας, για την περίπτωση της υπεργλυκαιµίας, τα αποτελέσµατα των µοντέλων
µας κρίνονται ικανοποιητικά, αν και η προϋπάρχουσα ανισορροπία των κλάσεων πλήτ-
τει την γενικότερη απόδοση σε όλες τις περιπτώσεις, όπως ϕαίνεται και από τη διαφορά

71



µεταξύ των accuracy και F1-score τιµών. Και στις δύο περιπτώσεις ορίζοντα πρόβλε-
ψης, η µέθοδος random oversampling εµφάνισε τα καλύτερα αποτελέσµατα για τις
περισσότερες από τις µετρικές ενδιαφέροντος. Παρόλα αυτά, λόγω µη στατιστικής α-
νεξαρτησίας, η οριστική εξαγωγή συµπεράσµατος δεν κρίνεται δυνατή. ΄Οσον αφορά
τη µέση σιγουριά πρόβλεψης της κλάσης µειονότητας, αυτή κυµαίνεται σε κοντινά ε-
πίπεδα µε τα εξαγόµενα αποτελέσµατα των υπόλοιπων µετρικών αξιολόγησης accuracy,
AUC και F1-score και κυρίως, σε κοντινά επίπεδα µε τα αποτελέσµατα της accuracy
µετρικής. Τέλος, η παρατηρούµενη µειωµένη απόδοση του µοντέλου για τον ορίζοντα
πρόβλεψης 30-60 λεπτών. σε σχέση µε αυτή που είχε σηµειωθεί για ορίζοντα 0-30min,
ϕανερώνει την µεγαλύτερη ευκολία του συστήµατος να πραγµατοποιεί πιο κοντινές
χρονικά προβλέψεις.

7.2 Πρόβλεψη υπογλυκαιµικών επεισοδίων

Για την πρόβλεψη υπογλυκαιµικών επεισοδίων, όπως και προηγουµένως, πραγµατο-
ποιήθηκαν δοκιµές µε δύο διαφορετικά σύνολα δεδοµένων, ανάλογα µε τον ορίζοντα
πρόβλεψης (0-30min ή 30-60min). Και τα δύο αυτά εξεταζόµενα datasets εµφάνιζαν
ακραία ανισορροπία κλάσεων ίση µε 3% και 4% αντίστοιχα. Χαρακτηριστικό των συ-
νόλων αυτών ήταν ακόµα η ύπαρξη περιορισµένων αριθµητικά δειγµάτων της ϑετικής
κλάσης. Από τα αποτελέσµατα που προέκυψαν έπειτα από την αξιολόγηση του αναδρο-
µικού µοντέλου, ϕάνηκε ότι η προσαρµογή του κατωφλίου ταξινόµησης δεν ευνόησε
την πρόβλεψη για κανένα από τα δύο σύνολα δεδοµένων. Για το λόγο αυτό, στο παρόν
κεφάλαιο, παρουσιάζονται τα αποτελέσµατα που προέκυψαν εφαρµόζοντας το default
κατώφλι ταξινόµησης, ίσο µε 0.5. Στο Παράρτηµα Βʹ παρέχονται συµπληρωµατικά
οι τιµές των µετρικών αξιολόγησης, έπειτα την προσαρµογή του κατωφλίου µε χρήση
validation set.

7.2.1 Ορίζοντας πρόβλεψης 0-30 λεπτά

Πίνακας 7.11: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 0-30 λεπτά - Υπο-
γλυκαιµία

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 74.249% 7.643% 63.333% 68.973% 13.498%
std 6.496% 1.614% 11.304% 3.482% 2.55%

BSMOTE
mean 80.409% 3.547% 21.667% 51.981% 6.047%
std 3.122% 1.907% 11.304% 4.851% 3.175%

Random
mean 72.311% 7.798% 68.333% 70.386% 13.755%
std 7.575% 2.61% 18.559% 7.845% 4.043%

ADASYN
mean 77.804% 7.928% 53.333% 65.974% 13.268%
std 8.1% 5.533% 28.186% 12.071% 8.39%
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Πίνακας 7.12: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 0-30 λεπτά - Υπο-
γλυκαιµία

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 74.813% 16.396% 0.1542
std 4.54% 7.905% 0.0266

BSMOTE
mean 76.749% 14.938% 0.1325
std 4.515% 5.796% 0.0313

Random
mean 67.839% 19.519% 0.1483
std 4.468% 3.783% 0.0357

ADASYN
mean 72.138% 18.346% 0.1345
std 4.605% 4.98% 0.0407

Πραγµατοποιώντας µια συνολική επισκόπηση των αποτελεσµάτων µπορούµε εύκολα
να παρατηρήσουµε ότι η απόδοση του δικτύου κατά την πρόβλεψη των υπογλυκαιµιών
είναι χειρότερη σε σχέση µε αυτή που σηµειώθηκε για την περίπτωση των υπεργλυ-
καιµιών, κάτι που γίνεται άµεσα αντιληπτό και από τις τιµές της F1-score µετρικής.
Το γεγονός αυτό µπορεί να αιτιολογηθεί από την ακραία ανισορροπία των κλάσεων,
αλλά και από τον περιορισµένο αριθµό διαθέσιµων δειγµάτων ϑετικής κλάσης. Οι ε-
ϕαρµοζόµενες τεχνικές εξισορρόπησης καθιστούν το µοντέλο ικανό να αναγνωρίζει τα
δείγµατα µειοψηφίας όταν τα συναντά (όπως ϕαίνεται και από τις σχετικά υψηλές τι-
µές recall), όµως δεν του δίνουν τη δυνατότητα να διακρίνει τις ουσιαστικές διαφορές
µεταξύ αρνητικών και ϑετικών δειγµάτων, κάτι που οδηγεί σε µεγάλο αριθµό false
positive κατηγοριοποιήσεων (όπως προκύπτει από το χαµηλό precision). Πράγµατι,
η ισχύς των µεθόδων υπερδειγµατοληψίας που χρησιµοποιούνται περιορίζεται καθώς
το πλήθος των διαθέσιµων δεδοµένων µειοψηφίας µειώνεται, αφού η παραγωγή νέων
δεδοµένων πραγµατοποιείται µε ϐάση τα υπάρχοντα. Ο µικρός αριθµός ϑετικών δειγ-
µάτων αυξάνει ακόµα περισσότερο τη διακύµανση των αποτελεσµάτων ανά fold, κάτι
που υποδηλώνεται από το υψηλότερο standard deviation σε ορισµένες περιπτώσεις,
παρά τη χρήση stratified cross-validation. Συνολικά συµπεραίνουµε ότι οι µέθοδοι
υπερδειγµατοληψίας που εφαρµόστηκαν, αν και σίγουρα ωφελούν, δεν επαρκούν για
να ϐελτιώσουν ικανοποιητικά τη διακριτική ικανότητα του δικτύου σε περιπτώσεις όπου
εµφανίζεται µεγάλη ανισορροπία κλάσεων, σε συνδυασµό µε µικρό αριθµητικά πλήθος
ϑετικών δειγµάτων.
΄Οσον αφορά την τεχνική threshold tuning, αν και από τη δυσανάλογη σχέση precision
και recall ϕαίνεται ότι πολύ πιθανώς σε αυτήν την περίπτωση να διαθέτει αξία, τα α-
ποτελέσµατα µας από την εφαρµογή προσαρµοσµένου κατωφλίου (παράρτηµα Βʹ) δεν
ϕαίνεται να διαφέρουν σηµαντικά. Αυτό ϑα µπορούσε να ωφείλεται στο γεγονός ότι σε
κάθε fold το προσαρµοσµένο κατώφλι επιλέγεται µε ϐάση ενός µόνο validation set, που
λόγω της ανισορροπίας των κλάσεων µπορεί να διαθέτει σηµαντικές διαφορές από το
test set, µε ϐάση το οποίο γίνεται τελικά η αξιολόγηση. Συµπεραίνουµε εποµένως ότι η
χρήση πιο σύνθετων τεχνικών threshold tuning, όπως για παράδειγµα η χρήση cross-
validation για την αξιολόγηση σε πολλά validation sets, αλλά και η άµεση µείωση του
κατωφλίου µε στόχο την εξισορρόπηση της σχέσης precision-recall, ϑα µπορούσαν να
ωφελήσουν στη συγκεκριµένη περίπτωση. ΄Οσον αφορά τη σιγουριά και τη ϐαθµονόµη-
ση του δικτύου, παρατηρούµε ότι το δίκτυο είναι υπεραισιόδοξο κατά τις προβλέψεις
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του για τη ϑετική κλάση, κάτι που υποδεικνύει ότι η ϐαθµονόµησή του µε το 10%
των δεδοµένων του training set σε κάθε fold δεν επαρκεί. Οι τιµές της ECE µετρικής,
οι οποίες µπορούν να χρησιµοποιηθούν ως ένα κριτήριο αξιολόγησης της αξιοπιστίας
των εξαγόµενων confidence scores, είναι υψηλότερες από αυτές της υπεργλυκαιµίας,
αναδεικνύοντας τη µειωµένη ικανότητα του δικτύου να εξάγει αξιόπιστες πιθανότητες
πρόβλεψης. Παρόλα αυτά, η απόκλιση τους από τις τιµές που είχαν παρατηρηθεί για
την περίπτωση της υπεργλυκαιµίας, δεν είναι ανάλογη της απόκλισης των τιµών F1-
score στις δύο αυτές περιπτώσεις. Το γεγονός αυτό δηµιουργεί ερωτήµατα για το κατά
πόσο η ECE µετρική, η οποία υπολογίζεται µε ϐάση τη διαφορά των παρατηρούµενων
accuracy και confidence µετρικών ανά bin [86], είναι αρκετή για να αποτυπώσει τη
ϐαθµονόµηση δικτύων σε περιπτώσεις µεγάλης ανισορροπίας των κλάσεων, όπου η µε-
τρική της ακρίβειας παύει να είναι αντιπροσωπευτική.
Τέλος επισηµαίνουµε ότι οι ϐέλτιστες τιµές AUC και F1-score (AUC = 70.386%, F1-
score = 13.755%) σηµειώνονται και πάλι για την περίπτωση τυχαίας υπερδειγµατολη-
ψίας. Για αυτήν την τεχνική εξισορρόπησης παρατηρούνται και ο µικρότερος ϐαθµός
mean confidence και η υψηλότερη τιµή ECE, που σε αυτήν την περίπτωση είναι πιο
αντιπροσωπευτικά. Παρόλα αυτά, και µε ϐάση και τους στατιστικούς έλεγχους που
πραγµατοποιήθηκαν, δεν είναι δυνατή η οριστική εξαγωγή πορισµάτων.

Πίνακας 7.13: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική AUC για ορίζοντα πρόβλεψης 0-30 λεπτών - Υπογλυκαιµία

AUC
SMOTE BSMOTE Random

BSMOTE 0.0625
Random 0.8125 0.0625
ADASYN 0.6046 0.125 0.465208

Πίνακας 7.14: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική F1-score για ορίζοντα πρόβλεψης 0-30 λεπτών - Υπογλυκαιµία

F1-score
SMOTE BSMOTE Random

BSMOTE 0.0625
Random 1.0 0.0625
ADASYN 0.625 0.06788 1.0

Πίνακας 7.15: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική ECE για ορίζοντα πρόβλεψης 0-30 λεπτών - Υπογλυκαιµία

ECE
SMOTE BSMOTE Random

BSMOTE 0.625
Random 0.4375 0.125
ADASYN 0.5918 0.0625 0.4375
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7.2.2 Ορίζοντας πρόβλεψης 30-60 λεπτά

Πίνακας 7.16: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 30-60 λεπτά - Υπο-
γλυκαιµία

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 67.796% 7.122% 59.0% 63.59% 12.663%
std 4.037% 3.525% 19.209% 14.599% 3.341%

BSMOTE
mean 81.46% 6.812% 36.0% 59.706% 11.401%
std 5.496% 4.556% 19.369% 13.521% 4.795%

Random
mean 67.418% 7.227% 59.0% 63.388% 12.853%
std 4.535% 3.358% 16.907% 13.34% 2.97%

ADASYN
mean 69.104% 7.583% 59.0% 64.261% 13.418%
std 4.362% 3.805% 19.209% 15.449% 3.762%

Πίνακας 7.17: Αποτελέσµατα αξιολόγησης για ορίζοντα πρόβλεψης 30-60 λεπτά - Υπο-
γλυκαιµία

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 70.192% 25.378% 0.1806
std 2.081% 2.832% 0.0241

BSMOTE
mean 72.662% 16.589% 0.1252
std 3.262% 5.764% 0.0289

Random
mean 70.278% 24.729% 0.1849
std 2.686% 4.357% 0.0326

ADASYN
mean 74.157% 24.943% 0.1908
std 1.666% 4.161% 0.031

Με µια απλή επισκόπηση των αποτελεσµάτων παρατηρούµε ότι και σε αυτήν την πε-
ϱίπτωση ορίζοντα πρόβλεψης, η διακριτική ικανότητα του δικτύου δεν επαρκεί για την
ορθή πρόβλεψη των δειγµάτων µειονότητας. Η ανεπάρκεια αυτή αντανακλάται στα χα-
µηλά αποτελέσµατα της F1-score και µπορεί να αποδοθεί και πάλι στην υψηλή ανισορ-
ϱοπία των κλάσεων και στο περιορισµένο πλήθος διαθέσιµων ϑετικών δειγµάτων. Μην
έχοντας αρκετά υψηλό και ποικιλόµορφο πληθυσµό δεδοµένων µειοψηφίας, οι εφαρµο-
Ϲόµενες τεχνικές υπερδειγµατοληψίας δεν επαρκούν για την όξυνση της διαχωριστικής
ικανότητας του δικτύου. Η δυσανάλογη σχέση precision και recall τιµών ϕανερώνει
επίσης ότι η χρήση ενός προσαρµοσµένου κατωφλίου ταξινόµησης πιθανώς να ϕέρει
καλύτερα και πιο ισορροπηµένα αποτελέσµατα. Στην περίπτωση µας, η προσαρµογή
του κατωφλίου µε χρήση ενός validation set δεν έφερε καλύτερα αποτελέσµατα, κάτι
που ϑα µπορούσε να αποδοθεί σε ποιοτική διαφορά του χρησιµοποιούµενου συνόλου
επικύρωσης και του test set για το οποίο τελικά γίνεται η αξιολόγηση, πιθανώς λόγω
διαφορετικής ποιοτικής και ποσοτικής κατανοµής των ϑετικών δειγµάτων στα σύνολα
αυτά. Συµπεραίνουµε εποµένως ότι η εφαρµογή πιο εξεζητηµένων threshold tuning τε-
χνικών (π.χ. χρήση cross-validation µε στόχο τη χρήση πολλών συνόλων επικύρωσης)
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αποτελεί Ϲητούµενο. ΄Οσον αφορά τα επίπεδα σιγουριάς του δικτύου, παρατηρούµε ότι
αυτά παραµένουν υψηλά και εποµένως, δεν είναι αξιόπιστα. Η έλλειψη αξιοπιστίας των
confidence levels επισηµαίνεται και από τις υψηλές τιµές expected calibration error
που υποδηλώνουν ότι η ϐαθµονόµηση του δικτύου µε το 10% των δεδοµένων του train
set άνα fold δεν επαρκεί για το συγκεκριµένο dataset. Τέλος, σηµειώνουµε ότι οι ϐέλ-
τιστες τιµές AUC και F1-score (AUC = 64.261%, F1-score = 13.418%) προκύπτουν µε
την ADASYN µέθοδο υπερδειγµατοληψίας, παρόλα αυτά η οριστική εξαγωγή συµπε-
ϱασµάτων δεν είναι δυνατή λόγω αδυναµίας απόρριψης της µηδενικής υπόθεσης, όπως
προκύπτει και από τους στατιστικούς ελέγχους.
Συνοψίζοντας, τα παραπάνω αποτελέσµατα για την περίπτωση της υπογλυκαιµίας ανα-
δεικνύουν την πρόκληση ανάπτυξης ϐαθµονοµηµένων και αξιόπιστων µοντέλων σε πε-
ϱιπτώσεις όπου η ανισορροπία των κλάσεων είναι υψηλή και το πλήθος των δεδοµένων
της ϑετικής κλάσης δεν επαρκούν πάντα για τον σχηµατισµό οµοιόµορφων συνόλων
εκπαίδευσης, επικύρωσης και ελέγχου.

Πίνακας 7.18: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική AUC για ορίζοντα πρόβλεψης 30-60 λεπτών - Υπογλυκαιµία

AUC
SMOTE BSMOTE Random

BSMOTE 0.0625
Random 1.0 0.4375
ADASYN 1.0 0.1875 0.715

Πίνακας 7.19: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική F1-score για ορίζοντα πρόβλεψης 30-60 λεπτών - Υπογλυκαιµία

F1-score
SMOTE BSMOTE Random

BSMOTE 0.625
Random 1.0 0.8125
ADASYN 0.60702 0.8125 0.715

Πίνακας 7.20: Αποτελέσµατα Wilcoxon signed-rank test και paired t-test για την
µετρική ECE για ορίζοντα πρόβλεψης 30-60 λεπτών - Υπογλυκαιµία

ECE
SMOTE BSMOTE Random

BSMOTE 0.1875
Random 1.0 0.1875
ADASYN 1.0 0.0625 0.8125
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7.3 Ερµηνευσιµότητα µοντέλου

Για την ερµηνεία του µοντέλου έγινε χρήση της post-hoc, model-agnostic, local τεχνι-
κής ερµηνευσιµότητας LIME. Η δηµοφιλής αυτή τεχνική ερµηενυσιµότητας ϐασίζει τη
λειτουργία της στην υπόθεση ότι κάθε περίπλοκο µοντέλο είναι γραµµικό σε τοπική
κλίµακα. ΄Ετσι, η µέθοδος επιχειρεί να προσαρµόσει ένα απλό µοντέλο γύρω από µόνο
ένα δείγµα, το οποίο ϑα µιµείται τη συµπεριφορά του σύνθετου µοντέλου στη περιοχή
αυτή. Το απλό αυτό ερµηνεύσιµο µοντέλο µπορεί να χρησιµοποιηθεί για να εξηγήσει
τις προβλέψεις του σύνθετου µοντέλου στην περιορισµένη περιοχή που εξετάζεται.
Για τη συγκεκριµένη εργασία χρησιµοποιήθηκε το οµώνυµο lime πακέτο υλοποιηµένο
σε Python, το οποίο προσφέρει τη δυνατότητα επεξήγησης αναδροµικών µοντέλων µε
είσοδο αριθµητικά δεδοµένα. Για κάθε περίπτωση συνόλου δεδοµένων πραγµατοποι-
ήθηκε ένα απλό train-test split µε αναλογία 80:20, ίση µε την αναλογία του εξωτερικού
cross-validation του nested cross-validation που εφαρµόστηκε στην κύρια πειραµατι-
κή διαδικασία. Σε κάθε dataset επιλέξαµε να εφαρµόσουµε τη µέθοδο εξισορρόπησης
που είχε αποδόσει καλύτερα µε ϐάση τα αποτελέσµατα των κύριων πειραµάτων, ενώ οι
υπερπαράµετροι του δικτύου επιλέχθηκαν µε ϐάση τους ϐέλτιστους συνδυασµούς υ-
περπαραµέτρων που είχαν παρατηρηθεί κατά την εκτέλεση της εµφωλευµένης διασταυ-
ϱούµενης επικύρωσης για το συγκεκριµένο dataset και τεχνική υπερδειγµατοληψίας.
Στη συνέχεια παρατίθενται κάποιες χρήσιµες παρατηρήσεις που προέκυψαν από την
εφαρµογή της LIME τεχνικής.

7.3.1 Πρόβλεψη υπεργλυκαιµικών επεισοδίων

Εκκινούµε την εξέταση µας για την περίπτωση του ορίζοντα πρόβλεψης 0-30 λεπτά, για
τον οποίο το µοντέλο µας επέφερε σχετικά ικανοποιητικά αποτελέσµατα για όλες τις
µετρικές αξιολόγησης. Από τα εξαγόµενα αυτά αποτελέσµατα αναµένουµε το δίκτυο να
έχει καταφέρει να αποτυπώσει τις πιο σηµαντικές συσχετίσεις µεταξύ των χαρακτηρι-
στικών εισόδου και την εµφάνιση ή µη υπεργλυκαιµιών. Στη συνέχεια παρουσιάζονται
τα αποτελέσµατα εξέτασης ενός ϑετικού δείγµατος που έχει κατηγοριοποιηθεί ορθά
(TP):

Σχήµα 7.1: Αποτελέσµατα LIME τεχνικής - Υπεργλυκαιµία, 0-30min

Στο δεξί πίνακα παρουσιάζονται τα χρησιµοποιούµενα χαρακτηριστικά εισόδου, συ-
νοδευόµενα από την υπολογιζόµενη ¨βαρύτητα¨ (feature importance) που αυτά είχαν
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κατά την πραγµατοποίηση της πρόβλεψης για το συγκεκριµένο δείγµα. Ανάλογα µε
τον χρωµατισµό τους προκύπτει το εάν αυτά συνέσφεραν στην χαρακτηρισµό του δείγ-
µατος αυτού ως υπεργλυκαιµία (πορτοκαλί χρώµα) ή µη υπεργλυκαιµία (µπλε χρώµα).
Παρατηρούµε ότι στη συγκεκριµένη περίπτωση, οι τιµές γλυκόζης για όλες τις χρονικές
τιµές, το πλήθος ϐηµάτων και οι περισσότερες τιµές ϱυθµού εµφάνισης γλυκόζης (Ra )
έχουν συµβάλει στην κατηγοριοποίηση του δείγµατος στη ϑετική κλάση. Αντίθετα, οι τι-
µές ποσοστού Glut4 στο κυτταρικό τοίχωµα Glut4cs και οι τιµές του ϱυθµού εµφάνισης
ινσουλίνης στο αίµα Ri µειώνουν την πιθανότητα χαρακτηρισµού ως υπεργλυκαιµία.
Πράγµατι, εξετάζοντας το συγκεκριµένο δείγµα παρατηρούµε ότι οι τιµές γλυκόζης που
έχουν καταγραφεί είναι υπεργλυκαιµικές, οι τιµές Ri και Glut4cs είναι µη µηδενικές
(κάτι που υποδεικνύει πρόσφατη χορήγηση ινσουλίνης), οι τιµές Ra είναι µηδενικές (κι
εποµένως δεν έχει καταγραφεί κάποιο πρόσφατο γεύµα) και το πλήθος σηµειωµένων
ϐηµάτων είναι αρκετό χαµηλό. ΄Ολα αυτά συµφωνούν λογικά µε το labeling αυτής της
περίπτωσης ως υπεργλυκαιµία, όπως και είναι το ορθό.

Σχήµα 7.2: Αποτελέσµατα LIME τεχνικής - Υπεργλυκαιµία, 0-30min

Στην παραπάνω περίπτωση ϕαίνεται ένα δείγµα το οποίο έχει κατηγοριοποιηθεί ορ-
ϑώς στην αρνητική κλάση (TN). Παρατηρούµε ότι όλα τα χαρακτηριστικά εισόδου εκτός
των µετρήσεων γλυκόζης συνεισφέρουν στο labeling ως υπεργλυκαιµία. ΄Οντως, οι µη
µηδενικές Ra τιµές που υποδηλώνουν πρόσφατα καταγεγραµµένο γεύµα, οι µηδενι-
κές Glutcs, Rai τιµές και το µικρό πλήθος ϐηµάτων συµβάλλουν στον χαρακτηρισµό ως
hyperglycemia, παρόλα αυτά οι καταγεγραµµένες µετρήσεις γλυκόζης είναι αρκετά χα-
µηλές για να ΄σπρώξουν΄ την πρόβλεψη στην αρνητική κλάση.
Αντίστοιχα, στη συνέχεια ϕαίνεται µια false negative περίπτωση, όπου έχει καταγραφεί
πρόσφατο γεύµα, πρόσφατη χορήγηση ινσουλίνης, το αντίστοιχο πλήθος ϐηµάτων είναι
σχετικά υψηλό, όπως και οι τιµές γλυκόζης. Παρατηρούµε ότι αν και η συµβολή κάθε
χαρακτηριστικού είναι προς τη σωστή κατεύθυνση, το µοντέλο έχει υπερεκτιµήσει την
ικανότητα της εισαχθείσας ινσουλίνης να µειώσει τα επίπεδα γλυκόζης, όπως ϕαίνε-
ται και από τις υψηλές feature importance τιµές των σχετιζόµενων µε την ινσουλίνη
χαρακτηριστικών. ΄Ετσι, έχει προχωρήσει σε (λανθασµένο) labeling του δείγµατος ως
αρνητικό.
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Σχήµα 7.3: Αποτελέσµατα LIME τεχνικής - Υπεργλυκαιµία, 0-30min

Πραγµατοποιώντας και άλλες τέτοιες παρεµφερείς εξετάσεις µεµονωµένων δειγµάτων
για διάφορα αποτελέσµατα κατηγοριοποιήσεων, παρατηρούµε ότι για την περίπτωση
υπεργλυκαιµίας και ορίζοντα πρόβλεψης 0-30min, τα χαρακτηριστικά εισόδου έχουν
συµβάλει στην πρόβλεψη µε τον λογικά αναµενόµενο τρόπο. Τα λανθασµένα classi-
fications οφείλονται κυρίως στην ανικανότητα του δικτύου να διακρίνει τα πιο σηµα-
ντικά χαρακτηριστικά σε περιπτώσεις όπου πολλοί παράγοντες αλληλεπιδρούν (π.χ.
πρόσληψη γεύµατος µε χορήγηση ινσουλίνης και µέτρια κυµαινόµενες τιµές γλυκόζης
εισόδου).
Συνεχίζουµε εξετάζοντας τον ορίζοντα πρόβλεψης 30-60 min όπου τα χαρακτηριστικά
εισόδου που εφαρµόζονται κάθε ϕορά είναι περισσότερα (20 έναντι 14). Για κάθε επε-
ξήγηση εµφανίζουµε την επίδραση των 15 πιο σηµαντικών χαρακτηριστικών µε ϐάση
την εκτίµηση του απλού LIME regressor. Αρχικά, µελετούµε κάποια δείγµατα της
ϑετικής κλάσης που έχουν γίνει labeled σωστά (TP):

Σχήµα 7.4: Αποτελέσµατα LIME τεχνικής - Υπεργλυκαιµία, 30-60min

Παρατηρούµε ότι σε αυτή την περίπτωση, οι τιµές γλυκόζης και οι περισσότερες τιµές
χαρακτηριστικών σχετιζόµενων µε την ινσουλίνη συνεισφέρουν στο classification του
δείγµατος ως υπεργλυκαιµία, ενώ οι τιµές ϐηµάτων και ο ϱυθµός εµφάνισης γλυκόζης
στο αίµα µειώνουν την πιθανότητα κατηγοριοποίησής του ως ϑετικό. Εξετάζοντας το
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συγκεκριµένο δείγµα ϐλέπουµε ότι οι υψηλές τιµές γλυκόζης και πλήθους ϐηµάτων,
σε συνδυασµό µε την έλλειψη πρόσφατου γεύµατος, ή χορήγησης ινσουλίνης συµφω-
νούν λογικά µε τις προαναφερθείσες συνεισφορές. Αντίστοιχα, στη συνέχεια ϕαίνεται
η ερµηνεία ενός ακόµα TP instance, όπου όµως τώρα η πλειοψηφία των περισσότερων
χαρακτηριστικών σχετιζόµενων µε την ινσουλίνη συµβάλλουν στο χαρακτηρισµό ως µη
υπεργλυκαιµία, λόγω πρόσφατης πρόσληψης ινσουλίνης :

Σχήµα 7.5: Αποτελέσµατα LIME τεχνικής - Υπεργλυκαιµία, 30-60min

Συνεχίζοντας µε την εξέταση µεµονωµένων δειγµάτων του συνόλου ελέγχου, παρατηρο-
ύµε ότι κάθε ϕορά η πλειοψηφία των (5) εισαγόµενων χαρακτηριστικών ανά περίπτωση
Ra , Rai , Glut4cs συµβάλλουν κατά κύριο λόγο προς την ίδια κατεύθυνση, µε τον λογικά
αναµενόµενο τρόπο. ΄Οσον αφορά το πλήθος των ϐηµάτων, αυτό ϕαίνεται να µειώνει το
κίνδυνο της υπεργλυκαιµίας όσο µεγαλύτερο είναι. Παρόλα αυτά, αξίζει να σηµειωθεί
ότι η πρόβλεψη για ορίζοντα 30-60 λεπτών ϕέρει αντικειµενικά µεγαλύτερη δυσκολία,
από την περίπτωση πρόβλεψης για prediction horizon 0-30 min. Αυτό ϕαίνεται και
από το παρακάτω false negative instance:

Σχήµα 7.6: Αποτελέσµατα LIME τεχνικής - Υπεργλυκαιµία, 30-60min

Οι σχετικά χαµηλές µετρήσεις γλυκόζης, σε συνδυασµό µε την καταγεγραµµένη πρόσλη-
ψη ινσουλίνης, και την έλλειψη καταγεγραµµένου γεύµατος ωθεί σε classification ως
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µη υπεργλυκαιµία, αν και ο αντίστοιχος ασθενής τελικά εµφάνισε υπεργλυκαιµία.
Συνοψίζοντας, για τον ορίζοντα πρόβλεψης 30-60 λεπτών, οι περισσότερες συσχετίσεις
των χαρακτηριστικών εισόδου µε την επιθυµητή έξοδο αποτυπώνονται ορθώς από το
δίκτυο, αν και πολλές ϕορές χαρακτηριστικά που αντιστοιχούν σε διάφορες χρονικές
στιγµές δεν ερµηνεύονται πάντα σωστά, κάτι που πιθανώς ϑα µπορούσε να επιλυθεί
µέσω περαιτέρω διερεύνησης των χρονικών στιγµιοτύπων των Ra , Rai , Glut4cs που είναι
καλύτερο να συµπεριληφθούν ως είσοδος.

7.3.2 Πρόβλεψη υπογλυκαιµικών επεισοδίων

Από τα εξαχθέντα αποτελέσµατα για την πρόβλεψη υπογλυκαιµικών επεισοδίων ανα-
µένουµε το µοντέλο να µην έχει καταφέρει να ερµηνεύσει σωστά το ϱόλο κάθε χαρα-
κτηριστικού εισόδου. Πράγµατι, µε ϐάση τοπικές επεξηγήσεις αντιλαµβανόµαστε ότι το
µοντέλο δεν έχει καταφέρει να συνδέσει ορθά τις τιµές των σχετιζόµενων µε την ινσου-
λίνη χαρακτηριστικών, µε την εµφάνιση υπογλυκαιµίας. Για παράδειγµα, στη συνέχεια
ϕαίνεται ένα true positive δείγµα. Οι χαµηλές τιµές γλυκόζης συνεισφέρουν µε ορθό
τρόπο στον χαρακτηρισµό ως υπογλυκαιµία, όπως και οι µη µηδενικές τιµές Ra που
ωθούν στην µείωση της πιθανότητας εµφάνισής της. Παρόλα αυτά, έχει ϑεωρηθεί ότι τα
περισσότερα χαρακτηριστικά σχετιζόµενα µε την ινσουλίνη συµβάλλουν στην εµφάνιση
υπογλυκαιµίας, ενώ είναι µηδενικά.

Σχήµα 7.7: Αποτελέσµατα LIME τεχνικής - Υπογλυκαιµία, 0-30min

Η λανθασµένη αυτή σχέση αποτυπώνεται και στην παρακάτω περίπτωση true negative.
Αν και οι υψηλές τιµές γλυκόζης, µη µηδενικές τιµές Ra και η χαµηλή τιµή ϐηµάτων
ορθά συµβάλλουν στη κατηγοριοποίηση του δείγµατος ως µη υπογλυκαιµία, τα χαρα-
κτηριστικά σχετιζόµενα µε την ινσουλίνη έχουν ερµηνευθεί λανθασµένα, κάθως στην
πραγµατικότητα έχει σηµειωθεί πρόσφατη χορήγηση ινσουλίνης.
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Σχήµα 7.8: Αποτελέσµατα LIME τεχνικής - Υπογλυκαιµία, 0-30min

Αντίστοιχα, και για τον ορίζοντα πρόβλεψης 30-60, στην παρακάτω περίπτωση τα χα-
ϱακτηριστικά σχετιζόµενα µε την ινσουλίνη και την πρόσληψη γευµάτων δεν έχουν
ερµηνευθεί σωστά:

Σχήµα 7.9: Αποτελέσµατα LIME τεχνικής - Υπογλυκαιµία, 30-60min

Συνοψίζοντας, για την περίπτωση της υπογλυκαιµίας, η επιθυµητή επίδραση των δε-
δοµένων σχετιζόµενων µε την ινσουλίνη και τη γλυκόζη δεν γίνεται πάντα κατανοητή,
µε τελικό αποτέλεσµα τη µείωση, αντί τη ϐελτίωση, της γενικότερης ακρίβειας του µο-
ντέλου. Συµπεραίνουµε εποµένως ότι είναι επιθυµητή η συµπερίληψη περισσότερων
υπογλυκαιµικών δειγµάτων, µε στόχο την καλύτερη κατανόηση των σχέσεων εισόδου
και επιθυµητών εξόδων από το δίκτυο, ενώ επιθυµητή είναι ακόµα η περαιτέρω διε-
ϱεύνηση πιθανών χαρακτηριστικών εισόδου που ϑα µπορούσαν να χρησιµοποιηθούν
εναλλακτικά για την περίπτωση της υπογλυκαιµίας.

7.3.3 Υπολογισµός µέσων ϐαρών

Επιπλέον, προχωρήσαµε στον υπολογισµό του µέσου ϐάρους που προσδίδεται από το
απλό, ερµηνεύσιµο ridge regression µοντέλο σε κάθε χαρακτηριστικό εισόδου. Ο υ-
πολογισµός αυτός πραγµατοποιήθηκε παράγοντας εξηγήσεις για όλα τα δείγµατα του
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συνόλου αξιολόγησης, κι έπειτα αθροίζοντας τα αντίστοιχα ϐάρη ανά χαρακτηριστι-
κό εισόδου, µε τελικό στόχο τον υπολογισµό των µέσων ϐαρών. Οι τιµές αυτές είναι
ενδεικτικές της ϐαρύτητας που προσδίδεται στα αντίστοιχα χαρακτηριστικά κατά στις
προβλέψεις, κι εποµένως µπορούν να χρησιµοποιηθούν για µια προσεγγιστική εκτίµη-
ση του feature importance. Στη συνέχεια ϕαίνονται τα αποτελέσµατα για την περίπτωση
της υπογλυκαιµίας και της υπεργλυκαιµίας, µε τη µορφή ϱαβδογραµµάτων.

(αʹ) Ορίζοντας πρόβλεψης 0-30 min (ϐʹ) Ορίζοντας πρόβλεψης 30-60 min

Σχήµα 7.10: Μέση τιµή ϐαρών - Υπεργλυκαιµία

(αʹ) Ορίζοντας πρόβλεψης 0-30 min (ϐʹ) Ορίζοντας πρόβλεψης 30-60 min

Σχήµα 7.11: Μέση τιµή ϐαρών - Υπογλυκαιµία

Παρατηρούµε ότι οι µετρήσεις γλυκόζης ϐρίσκονται σταθερά στα χαρακτηριστικά µε
το υψηλότερο ϐάρος, για τις περισσότερες περιπτώσεις. Συνήθως, οι καταγραφές γλυ-
κόζης που έχουν τη µεγαλύτερη αξία είναι οι µεταγενέστερες µετρήσεις, δηλαδή αυτές
που έχουν πραγµατοποιηθεί κατά το δεύτερο ήµισυ του lookback διαστήµατος που
εφαρµόζεται για τη γλυκόζη. Σε υψηλές ϑέσεις εντοπίζονται ακόµα στιγµιότυπα του
χαρακτηριστικού GLUT4cs (ποσοστό GLUT4 µεταφορέα στο κυτταρικό τοίχωµα), το ο-
ποίο είναι ενδεικτικό των καταγεγραµµένων χορηγήσεων ινσουλίνης. Ειδικά κατά την
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πρόβλεψη της υπογλυκαιµίας τέτοια στιγµιότυπα παρουσιάζουν το µέγιστο µέσο ϐάρος.
Παρατηρούµε ότι στα χαρακτηριστικά αυτά προσδίδεται µεγαλύτερη ϐαρύτητα από ότι
στα επίσης σχετιζόµενα µε την ινσουλίνη Rai (ϱυθµός εµφάνισης ινσουλίνης στο α-
ίµα), κάτι που πιθανόν να υποδηλώνει µεγαλύτερη αξία των χαρακτηριστικών αυτών
και µπορεί να αποτελέσει αντικείµενο περαιτέρω ερευνητικής µελέτης. ΄Οσον αφορά
τα υπόλοιπα χαρακτηριστικά, αυτά λαµβάνουν χαµηλότερες-µέτριες ϑέσεις ανάλογα µε
την περίπτωση, ενώ το χαρακτηριστικό των ϐηµάτων παρουσιάζει σχετικά υψηλό µέσο
ϐάρος κατά την πρόβλεψη της υπεργλυκαιµίας. Τέλος, αξίζει να σηµειωθεί ότι η πα-
ϱαπάνω εκτίµηση του feature importance είναι προσεγγιστική, και ότι άλλες τεχνικές
ερµηνευσιµότητας όπως για παράδειγµα η SHAP [60], παρέχουν ακόµα πιο αξιόπιστες
καθολικές (global) εκτιµήσεις.
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Κεφάλαιο 8

Συµπεράσµατα και µελλοντικές
προεκτάσεις

Στην παρούσα εργασία πραγµατοποιήθηκε η ανάπτυξη ενός ερµηνεύσιµου µοντέλου
εκτίµησης του κινδύνου εµφάνισης υπογλυκαιµικών και υπεργλυκαιµικών επεισοδίων
στο σακχαρώδη διαβήτη. Ως δεδοµένα εκπαίδευσης και αξιολόγησης του δικτύου χρη-
σιµοποιήθηκαν πραγµατικά δεδοµένα ασθενών, τα οποία περιλάµβαναν πληροφορίες
σχετικά µε µετρήσεις γλυκόζης του αίµατος, διεξαχθείσα σωµατική δραστηριότητα µε
τη µορφή ϐηµάτων, χορηγήσεις ενέσιµης ινσουλίνης και προσλήψεις υδατανθράκων.
Για την αποτύπωση των περίπλοκων διεργασιών απορρόφησης της ινσουλίνης και της
προσλαµβανόµενης γλυκόζης από τον οργανισµό, χρησιµοποιήθηκαν µοντέλα προσο-
µοιώσης ϕυσιολογικών συστηµάτων που µετασχηµατίζουν τα δεδοµένα εισόδου. Συ-
γκεκριµένα, µε χρήση των διαθέσιµων πληροφοριών γευµάτων και ινσουλίνης υπολο-
γίστηκε ο ϱυθµός εµφάνισης γλυκόζης και ινσουλίνης στο αίµα, καθώς και το ποσοστό
GLUT4 µεταφορέα στο κυτταρικό τοίχωµα, για ορισµένες χρονικές στιγµές ενδιαφέρο-
ντος. Για την πραγµατοποίηση των προβλέψεων εφαρµόστηκε ένα αναδροµικό νευρω-
νικό δίκτυο, αποτελούµενο από δύο στοιβαγµένα LSTM επίπεδα, ακολουθούµενα από
πλήρως συνδεδεµένα επίπεδα. Η ϐελτιστοποίηση των υπερπαραµέτρων του µοντέλου
πραγµατοποιήθηκε παράλληλα µε την αξιολόγησή του, µε χρήση εµφωλευµένης δια-
σταυρούµενης επικύρωσης. Στην τεχνική αυτή ενσωµατώθηκαν µέθοδοι υπερδειγµατο-
ληψίας (SMOTE, BSMOTE, Random, ADASYN) για την αντιµετώπιση της ανισορροπίας
των κλάσεων, καθώς και η Temperature Scaling µέθοδος ϐαθµονόµησης, µε στόχο την
εξαγωγή πιο αξιόπιστων πιθανοτήτων πρόβλεψης. Ακόµα, πραγµατοποιήθηκαν κάποιες
δοκιµές µε προσαρµοσµένο κατώφλι ταξινόµησης. Τέλος, το δίκτυο κατέστη τοπικά ερ-
µηνεύσιµο µε εφαρµογή της LIME τεχνικής.
Τα αποτελέσµατα που προέκυψαν από την αξιολόγηση του µοντέλου κατά την πρόβλεψη
των υπεργλυκαιµιών ήταν σε γενικές γραµµές ικανοποιητικά για όλες τις χρησιµοποιο-
ύµενες µετρικές αξιολόγησης. Η σιγουριά πρόβλεψης του δικτύου κρίθηκε σχετικά
αξιόπιστη, µε ϐάση τα αντίστοιχα επίπεδα ϐαθµονόµησης του. Τέλος, παρατηρήθη-
κε µείωση της ακρίβειας του µοντέλου κατά την πραγµατοποίηση εκτιµήσεων για τον
πιο αποµακρυσµένο χρονικά ορίζοντα πρόβλεψης. Στην περίπτωση της πρόβλεψης των
υπογλυκαιµιών, το µοντέλο δεν πραγµατοποιήσει εξίσου ακριβείς προβλέψεις, όπως
ϕάνηκε από τις πιο χαµηλές τιµές των πιο αντιπροσωπευτικών µετρικών. Η χαµη-
λή αυτή απόδοση απεδόθη σε µεγάλο ϐαθµό στην ακραία ανισορροπία των κλάσεων,
καθώς και στην διαθεσιµότητα αριθµητικά λίγων ϑετικών δειγµάτων. Οι πιθανότητες
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πρόβλεψης του µοντέλου σε αυτήν την περίπτωση κρίθηκαν υπεραισιόδοξες, κάτι που
ϕανέρωνε µικρό ποσοστό ϐαθµονονόµησής του, όπως προκύπτει και από τις αντίστοιχες
µετρικές αξιολόγησης του ποσοστού ϐαθµονόµησης. Αν και η εφαρµογή της τεχνικής
threshold tuning ϕαίνεται να έχει νόηµα σε αυτήν την περίπτωση, η εύρεση του προ-
σαρµοσµένου κατωφλίου ταξινόµησης µε χρήση ενός µόνο συνόλου επικύρωσης δεν
ϕάνηκε να επαρκεί. Τέλος, η χρήση της LIME µεθόδου προσέφερε σηµαντικές πληρο-
ϕορίες για τον τρόπο λειτουργίας του µοντέλου για κάθε περίπτωση συνόλου δεδοµένων.
Στη συνέχεια παραθέτουµε ορισµένες ενδιαφέρουσες προεκτάσεις της παρούσας εργα-
σίας, οι οποίες ϑα µπορούσαν να µελετηθούν µελλοντικά:
΄Οσον αφορά τα εφαρµοζόµενα δεδοµένα εισόδου, επιθυµητή ϑα ήταν η αξιολόγηση
των παραπάνω µεθόδων µε χρήση real time continuous glucose monitoring µετρήσεων
γλυκόζης, οι οποίες παρέχουν µια πιο ακριβή και λεπτοµερή περιγραφή του γλυκαιµι-
κού προφίλ των εξεταζόµενων ασθενών, ενώ συνεισφέρουν στο σχηµατισµό περισσότερων
χρονοσειρών γλυκόζης. ∆ιαθέτοντας rtCGM καταγραφές αναµένεται ακόµα να αυξη-
ϑεί το διάθεσιµο πλήθος υπογλυκαιµικών δειγµάτων, κάτι που είναι κρίσιµο για τη
ϐελτίωση της ποιότητας πρόβλεψης υπογλυκαιµικών επεισοδίων. ΄Οσον αφορά την πα-
ϱαµετροποίηση των εφαρµοζόµενων µοντέλων µαθηµατικής προσοµοίωσης, επιλέχθηκε
η χρήση ιστορικού ινσουλίνης και γευµάτων 12 ωρών, παρόλα αυτά αυτό αποτελεί κάτι
που µπορεί να µεταβληθεί. Η επιλογή των χρονικών στιγµιοτύπων των Ra , Rai , GLUT4cs

µεγεθών που χρησιµοποιούνται επίσης µπορεί να αποτελέσει αντικείµενο πειραµατι-
σµού. Καθώς το µοντέλο που αναπτύσσεται αποτελεί ένα γενικευµένο, global µοντέλο,
ενδιαφέρον ϑα είχε επίσης η συµπερίληψη πληροφοριών όπως το ϐάρος, η ηλικία και
το ϕύλο των ασθενών ως χαρακτηριστικά εισόδου, µε στόχο την ενίσχυση του ϐαθµού
εξατοµίκευσης. Φυσικά, δεδοµένης της επάρκειας των αντίστοιχων δεδοµένων η α-
νάπτυξη πλήρως εξατοµικευµένων µοντέλων πρόβλεψης ϑα διέθετε επίσης αξία. Τέλος,
στην περίπτωση µας, για την πρόβλεψη χρησιµοποιήθηκαν όλα τα δεδοµένα εισόδου.
Ενδιαφέρον ϑα είχε η διεξαγωγή πειραµάτων µε υποσύνολα του feature space µε στόχο
τη διάκριση των πιο χρήσιµων χαρακτηριστικών.
΄Οσον αφορά την ανάπτυξη του µοντέλου µηχανικής µάθησης, µεγάλη αξία ϑα είχε ο
πιο ενδελεχής πειραµατισµός και µε άλλες δοµές δικτύων, καθώς στην περίπτωση µας
παρουσιάζονται τα αποτελέσµατα αξιολόγησης µιας δοµής. Με ϐάση και την διεξαχθε-
ίσα ϐιβλιογραφική επισκόπηση (κεφάλαιο 4), οι τεχνικές συλλογικής µάθησης ϕαίνεται
να είναι πολλά υποσχόµενες, ειδικά όταν αυτές κάνουν χρήση αναδροµικών νευρωνι-
κών δικτύων. Σχετικά µε τη ϐαθµονόµηση του µοντέλου, εφαρµόστηκε η Temperature
Scaling µέθοδος, παρόλα αυτά και άλλες µέθοδοι όπως η Platt Scaling και η Bayesian
Binning into Quantiles (BBQ) [86] είναι διαθέσιµες για τον ίδιο σκοπό. Ακόµα, οπως
παρατηρήθηκε για την περίπτωση πρόβλεψης της υπογλυκαιµίας, η τεχνική threshold
tuning ϑα µπορούσε να ϕέρει υποσχόµενα αποτελέσµατα, οπότε η δοκιµή πιο εξεζητη-
µένων τεχνικών προσαρµογής του κατωφλίου έχει νόηµα. Τέλος, στην περίπτωση µας ε-
ϕαρµόστηκε η LIME τεχνική για την επεξήγηση των αποτελεσµάτων του µοντέλου, όµως
είναι δυνατή η χρήση και άλλων µεθόδων ερµηνευσιµότητας. Ενδεικτικά αναφέρουµε
τη SHAP (SHapley Additive exPlanations) µέθοδο, η οποία προσφέρει τη δυνατότητα
εξαγωγής πιο αξιόπιστων συµπερασµάτων σχετικά µε τη συνολική (global) ερµηνεία του
εξεταζόµενου δικτύου, µε ϐάση τις παραγόµενες, τοπικές εξηγήσεις. [56]
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Παράρτηµα Αʹ

Υπεργλυκαιµία

Μοντέλο µε προσαρµοσµένο κατώφλι ταξινόµησης

Ορίζοντας πρόβλεψης 0-30 λεπτά

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 80.89% 74.51% 77.00% 80.04% 74.13%
std 4.56% 14.30% 8.91% 2.85% 3.82%

BSMOTE
mean 77.33 % 64.31 % 85.70% 79.26% 72.97%
std 5.56% 8.46% 4.71% 3.92% 4.59%

Random
mean 81.21% 73.15% 77.85% 80.44% 74.60%
std 3.86% 10.91% 7.22% 2.84% 3.94%

ADASYN
mean 69.76% 56.82% 87.94% 73.92% 67.61%
std 7.46% 9.47% 11.26% 3.16% 2.89%

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 80.62% 9.41% 0.1265
std 4.45% 1.92% 0.0283

BSMOTE
mean 78.99% 14.00% 0.1432
std 1.396% 4.2% 0.0342

Random
mean 82.21% 10.58% 0.1248
std 7.37% 1.24% 0.0258

ADASYN
mean 73.31% 14.27% 0.1379
std 11.52% 2.32% 0.0278
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Ορίζοντας πρόβλεψης 30-60 λεπτά

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 55.98% 43.56% 88.52% 63.76% 58.19%
std 6.85% 3.82% 3.57% 4.59% 2.87%

BSMOTE
mean 60.30% 46.43% 91.21% 67.66% 61.37%
std 6.04% 3.64% 3.30% 4.87% 2.68%

Random
mean 62.55% 47.69% 87.40% 68.48% 61.62%
std 3.58% 2.77% 2.35% 2.35% 1.89%

ADASYN
mean 56.0% 44.15% 90.65% 64.38% 59.01%
std 8.79% 4.38% 6.25% 5.4% 2.84%

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 60.29% 15.55% 0.1932
std 2.85% 5.75% 0.02095

BSMOTE
mean 61.44% 15.56% 0.1995
std 3.81% 3.33% 0.01727

Random
mean 58.99% 11.06% 0.1807
std 2.60% 1.51% 0.0094

ADASYN
mean 58.77% 15.24% 0.1925
std 4.75% 3.35% 0.0091
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Παράρτηµα Βʹ

Υπογλυκαιµία

Μοντέλο µε προσαρµοσµένο κατώφλι ταξινόµησης

Ορίζοντας πρόβλεψης 0-30 λεπτά

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 75.87% 7.81% 58.33% 67.39% 13.59%
std 7.55% 2.05% 10.54% 3.79% 3.19%

BSMOTE
mean 83.80% 4.00% 15.00% 50.48% 6.07%
std 4.47% 4.08% 12.24% 6.27% 3.76%

Random
mean 77.16% 6.58% 51.67% 64.81% 11.27%
std 11.37% 4.89% 34.32% 12.52% 6.78%

ADASYN
mean 79.26% 10.43% 53.33% 66.72% 15.75%
std 8.77% 9.69% 28.19% 12.34% 9.94%

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 76.07% 16.4% 0.1542
std 4.11% 7.9% 0.0266

BSMOTE
mean 81.73% 14.93% 0.1325
std 4.74% 5.79% 0.0313

Random
mean 70.98% 19.52% 0.14831
std 2.64% 3.78% 0.0357

ADASYN
mean 74.67% 18.35% 0.1345
std 4.17% 4.98% 0.0407
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Ορίζοντας πρόβλεψης 30-60 λεπτά

Accuracy Precision Recall AUC F1-
score

SMOTE
mean 64.61% 7.06% 63.0% 63.83% 12.66%
std 2.85% 2.97% 26.94% 12.81% 5.32%

BSMOTE
mean 79.39% 6.61% 40.0% 60.52% 11.34%
std 3.65% 6.22% 37.41% 16.46% 7.67%

Random
mean 68.37% 6.82% 53.0% 60.97% 12.07%
std 5.89% 3.54% 29.77% 14.48% 6.33%

ADASYN
mean 66.65% 4.71% 44.0% 55.78% 8.47%
std 7.43% 3.72% 37.34% 14.91% 6.75%

Mean
Confi-
dence

ECE Brier
Score

SMOTE
mean 67.51% 25.38% 0.1806
std 3.11% 2.83% 0.0241

BSMOTE
mean 67.09% 16.59% 0.1252
std 11.16% 5.76% 0.0289

Random
mean 69.91% 24.73% 0.1849
std 3.67% 4.36% 0.0326

ADASYN
mean 71.86% 24.94% 0.1908
std 5.38% 4.16% 0.0311

99


	Εισαγωγή
	Το ερευνητικό πρόβλημα
	Κίνητρο της εργασίας
	Δομή της εργασίας

	Σακχαρώδης Διαβήτης
	Γενικά στοιχεία και ταξινόμηση
	Μεταβολισμός και ομοιόσταση της γλυκόζης
	Συμπτώματα και επιπλοκές
	Διάγνωση και αντιμετώπιση

	Τεχνητά Νευρωνικά Δίκτυα
	Παραλληλισμός με βιολογικά συστήματα
	Νευρώνας (Perceptron)
	Perceptron πολλών επιπέδων (Multilayer Perceptron)
	Αναδρομικά Νευρωνικά Δίκτυα (Recurrent Neural Networks)
	Eκπαίδευση και αξιολόγηση τεχνητών νευρωνικών δικτύων

	Ερμηνευσιμότητα
	Η αξία της ερμηνευσιμότητας στον κλάδο της τεχνητής νοημοσύνης
	Ταξινόμηση μεθόδων ερμηνευσιμότητας
	Post-hoc μέθοδοι ερμηνευσιμότητας: LIME και SHAP

	Βιβλιογραφική Επισκόπηση
	Μοντέλα προσομοίωσης φυσιολογικών συστημάτων
	Μοντέλα πρόβλεψης επιπέδων γλυκόζης
	Μοντέλα πρόβλεψης υπογλυκαιμικών και υπεργλυκαιμικών επεισοδίων
	Τεχνικές ερμηνευσιμότητας σε μοντέλα πρόβλεψης

	Ανάπτυξη ερμηνεύσιμου μοντέλου εκτίμησης του κινδύνου εμφάνισης υπεργλυκαιμικών και υπογλυκαιμικών επεισοδίων
	Δεδομένα και επεξεργασία
	Δομή υβριδικού μοντέλου 
	Εκπαίδευση, αξιολόγηση και ερμηνεία του μοντέλου μηχανικής μάθησης

	Αποτελέσματα και συζήτηση
	Πρόβλεψη υπεργλυκαιμικών επεισοδίων
	Πρόβλεψη υπογλυκαιμικών επεισοδίων
	Ερμηνευσιμότητα μοντέλου

	Συμπεράσματα και μελλοντικές προεκτάσεις
	
	

