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Περίληψη

Η αναγνώριση συναισθηµάτων αποτελεί αντικείµενο έρευνας σε διάφορα επιστηµο-
νικά πεδία όπως η ψυχολογία, η κοινωνιολογία και η ιατρική. Η παρούσα διπλωµα-
τική εργασία εξετάζει το πρόβληµα της αυτόµατης αναγνώρισης επτά συναισθηµάτων
από εικόνες προσώπου µε τη χρήση νευρωνικών δικτύων. Στόχος της εργασίας είναι
η ανάπτυξη ενός ελαφρού και ευέλικτου µοντέλου που ϑα µπορεί να αναγνωρίζει
συναισθήµατα µε µεγάλη ακρίβεια όχι µόνο από µετωπικές εικόνες αλλά και από
εικόνες που έχουν ληφθεί υπό γωνία.

Για τον σκοπό αυτό, χρησιµοποιήθηκαν διάφορες αρχιτεκτονικές συνελικτικών
νευρωνικών δικτύων και πραγµατοποιήθηκαν εκτενείς πειραµατισµοί σε δύο σύνο-
λα δεδοµένων που περιλαµβάνουν εικόνες προσώπων µε ετικέτες συναισθηµάτων.
Τα αποτελέσµατα της εργασίας δείχνουν ότι τα προτεινόµενα µοντέλα ϐαθιάς µάθη-
σης επιτυγχάνουν υψηλή ορθότητα στην αναγνώριση συναισθηµάτων από εικόνες
προσώπου και ϑα µπορούσαν να εφαρµοστούν σε πεδία όπου η ανίχνευση των συ-
ναισθηµάτων είναι Ϲωτικής σηµασίας.

Λέξεις - κλειδιά

Αναγνώριση Συναισθήµατος, Ανάλυση ∆εδοµένων, Ανάλυση Εικόνων, Βαθιά Μάθη-
ση, Συνελικτικά Νευρωνικά ∆ίκτυα, Τεχνητά Νευρωνικά ∆ίκτυα, Εξαγωγή Χαρακτη-
ϱιστικών Προσώπου, Ταξινόµηση Συναισθηµάτων, Μηχανική Μάθηση, Υπολογιστική
΄Οραση, Ανίχνευση Συναισθήµατος, Πρόβλεψη Συναισθήµατος, Τεχνητή Νοηµοσύνη,
Επιστήµη ∆εδοµένων



Abstract

Facial emotion recognition is a subject of research in various scientific fields such
as psychology, sociology and medicine. This thesis examines the problem of
automatic recognition of seven emotions from facial images using artificial neural
networks. The aim of the work is to develop a lightweight and versatile model that
will be able to recognise emotions with high accuracy not only from frontal images
but also images taken at an angle.

For this purpose, multiple convolutional neural network architectures were
used and extensive experiments were performed on two datasets that include
face images with emotion labels. The results of this diploma thesis show that
the suggested deep learning models achieve high accuracy in emotion recognition
from facial images and could be applied to various fields where emotion detection
is crucial.

Keywords Emotion recognition, Data Analysis, Image analysis, Deep learning,
Convolutional neural networks (CNN), Artificial neural networks (ANN), Facial fea-
ture extraction, Emotion classification, Machine learning, Computer vision, Emo-
tion detection, Emotion prediction, Artificial Intelligence (AI), Data Science
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Κεφάλαιο 1

Εισαγωγή

Οι ανθρώπινες εκφράσεις αποτελούν µια µορφή επικοινωνίας δίχως λέξεις και η
αποκωδικοποίησή τους αποτελεί αντικείµενο µελέτης εδώ και αρκετά χρόνια [5].
Σύµφωνα µε τον Albert Mehrabian [6], κατά την διάρκεια της επικοινωνίας πρόσω-
πο µε πρόσωπο, η έκφραση του προσώπου είναι πιο σηµαντική στην µεταβίβαση
του µηνύµατος σε σχέση µε τις λέξεις. Η ανάλυση, κατανόηση και αναγνώριση των
ανθρώπινων συναισθηµάτων έχει αποτελέσει ένα Ϲήτηµα εξαιρετικού ενδιαφέροντος
και έρευνας σε πολλούς επιστηµονικούς τοµείς, όπως η ϐιολογία, η ψυχολογία, η
κοινωνιολογία και η νευρολογία. Μέσω της έρευνας στους τοµείς αυτούς διεξάγο-
νται συµπεράσµατα για τις αναπαραστάσεις των συναισθηµάτων. Ωστόσο, την λύση
στο πρόβληµα της αυτόµατης αναγνώρισης µπορεί να δώσει το πεδίο της Υπολογι-
στικής ΄Ορασης (Computer Vision). Το πεδίο της Υπολογιστικής ΄Ορασης και της
Μηχανικής Μάθησης επιδιώκει να αυτοµατοποιήσει τη διαδικασία αναγνώρισης µε
τη χρήση νέων τεχνικών και αλγορίθµων που αναγνωρίζουν και ταξινοµούν επιτυχώς
τα ανθρώπινα συναισθήµατα.

Στην ϐιβλιογραφία συναντώνται συνήθως έξι συναισθήµατα, όπως περιγράφησαν
από τους Ekman και Friesen το 1971 [7]. Πιο συγκεκριµένα στις περισσότερες έρευ-
νες συναντώνται ως συναισθήµατα η χαρά, η λύπη, ο ϑυµός, η αηδία, ο ϕόβος και η
έκπληξη. Ο Robert Plutchik το 2001 παρουσίασε την έννοια του τροχού συναισθη-
µάτων, όπου χρωµάτισε τα συναισθήµατα και τοποθέτησε τα παρόµοια κοντά και τα
αντίθετα αντιδιαµετρικά [1].

Στο πλαίσιο αυτό, η παρούσα διπλωµατική εργασία εστιάζει στην πρόβλεψη επτά
συναισθηµάτων (χαρά, λύπη, ϑυµός, αηδία, ϕόβος, έκπληξη και η ουδέτερη έκφρα-
ση) από εικόνες προσώπων χρησιµοποιώντας τεχνικές όρασης υπολογιστών. Στόχος
της είναι η ανάπτυξη µοντέλων που ϑα αναγνωρίζουν επιτυχώς µε υψηλή ακρίβεια
τα συναισθήµατα (ή την έλλειψή τους) µέσω των εικόνων και ϑα δείχνουν τα πιο
σηµαντικά χαρακτηριστικά που παίζουν ϱόλο στην πρόβλεψη. Τέτοια µοντέλα µπο-
ϱούν αργότερα να εφαρµοστούν σε διάφορους τοµείς, όπως η ψυχολογία, η υγεία,
τα ϐιντεοπαιχνίδια, την επαυξηµένη πραγµατικότητα και το µάρκετινγκ. Για την

7



Σχήµα 1.1: Χρωµατικός τροχός του Plutchik [1]

ακρίβεια, αλγόριθµοι αναγνώρισης συναισθήµατος χρησιµοποιούνται για κλινικές
διαγνώσεις, για την ϐελτίωση της επικοινωνίας ανθρώπου και υπολογιστή, ή ακόµα
και για αναγνώριση των αντιδράσεων των καταναλωτών ως απόκριση σε µια διαφήµι-
ση.

1.1 Συνεισφορά ∆ιπλωµατικής Εργασίας

Στην παρούσα διπλωµατική εργασία προτείνονται διάφορες αρχιτεκτονικές συνελι-
κτικών τεχνητών νευρωνικών δικτύων CNN οι οποίες, µε ελάχιστη προεπεξεργασία
στις εικόνες, προβλέπουν τα διάφορα συναισθήµατα των προσώπων. Πιο συγκεκρι-
µένα, εστιάζουµε στο πλήθος και στο µέγεθος των στρωµάτων σε κάθε δίκτυο, καθώς
και στην χρήση διάφορων τεχνικών που χρησιµοποιούνται κατά την εκπαίδευση,
όπως το Dropout ή το Early Stopping.

Η εργασία αυτή έχει ως στόχο να προτείνει και να αξιολογήσει µια µεθοδολογία
για την αναγνώριση πολλαπλών συναισθηµάτων σε εικόνες προσώπων. Κατά την
ανάπτυξη των αρχιτεκτονικών CNN, λαµβάνονται υπόψη οι απαιτήσεις υπολογιστι-
κής ισχύος και η απόδοση του δικτύου, µε στόχο την επίτευξη υψηλής ακρίβειας
και αποδοτικότητας στην αναγνώριση συναισθηµάτων. Η µεθοδολογία περιλαµβάνει
τα ακόλουθα ϐήµατα: προεπεξεργασία των εικόνων προσώπων, εκπαίδευση του δι-
κτύου χρησιµοποιώντας ένα σύνολο δεδοµένων που περιλαµβάνει ετικέτες συναι-
σθηµάτων, και την αξιολόγηση της απόδοσης του δικτύου σε ένα ανεξάρτητο σύνολο
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ελέγχου.

Τα αποτελέσµατα και οι αξιολογήσεις της µεθοδολογίας παρουσιάζονται και συζη-
τούνται λεπτοµερώς, επισηµαίνοντας τα πλεονεκτήµατα, τους περιορισµούς και τις
πιθανές κατευθύνσεις για µελλοντική έρευνα στον τοµέα της αναγνώρισης συναισθη-
µάτων σε εικόνες προσώπων µε τη χρήση τεχνητών νευρωνικών δικτύων.

1.2 ∆οµή κειµένου

Στο παρόν Κεφάλαιο, ως πρώτο, δόθηκε µια γενική εισαγωγή για το αντικείµενο της
διπλωµατικής και τον τοµέα στον οποίο εστιάζει. Στο δεύτερο Κεφάλαιο ϑα δοθεί
το ϑεωρητικό υπόβαθρο στην τεχνητή νοηµοσύνη και την υπολογιστική όραση, µε
σκοπό να κατανοηθεί καλύτερα οτιδήποτε παρουσιαστεί στην συνέχεια. ΄Επειτα, στο
Κεφάλαιο 3, ϑα παρουσιαστεί η ϐιβλιογραφία που προϋπάρχει στον τοµέα της α-
ναγνώρισης συναισθηµάτων. Στο Κεφάλαιο 4, ϑα δοθεί µια επισκόπηση πάνω στις
τεχνικές λεπτοµέρειες που αφορούν το προγραµµατιστικό περιβάλλον που χρησιµο-
ποιήθηκε για την παραγωγή τον αποτελεσµάτων.

Στο Κεφάλαιο 5, ϑα περιγράψουµε τα διάφορα datasets εικόνων που εισήχθησαν
στα µοντέλα µηχανικής µάθησης. Στο έκτο Κεφάλαιο ϑα παραθέσουµε την µεθοδο-
λογία που ακολουθήθηκε για την υλοποίηση των µοντέλων µηχανικής µάθησης που
προβλέπουν συναισθήµατα από εικόνες προσώπων. Στο έβδοµο κεφάλαιο ϑα παρου-
σιαστούν τα αποτελέσµατα των προαναφερθέντων µοντέλων. Τέλος, στο Κεφάλαιο 8,
ϑα παρατεθούν τα συµπεράσµατα της διπλωµατικής εργασίας, αλλά και προτάσεις
για ϑέµατα που χρίζουν περεταίρω διερεύνησης στο µέλλον.
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Κεφάλαιο 2

Τεχνητή Νοηµοσύνη και
Υπολογιστική ΄Οραση

2.1 Τεχνητή Νοηµοσύνη

Η τεχνητή νοηµοσύνη (στα Αγγλικά Artificial Intelligence ή εν συντοµία AI) είναι ένα
πεδίο της επιστήµης υπολογιστών. Ασχολείται µε την δηµιουργία λογισµικού, καθώς
και υλικού, το οποίο µπορεί να ϕτάσει ή και να ξεπεράσει, κατά κάποιον τρόπο, τις
ανθρώπινες νοητικές ικανότητες, εξού και το όνοµα της.

Ο όρος "Τεχνητή Νοηµοσύνη" ϕαίνεται να επινοήθηκε από τον µαθηµατικό Τζον
Μακάρθι (John McCarthy), γνωστό και ως "Πατέρα της Τεχνητής Νοηµοσύνης", ο
οποίος το 1955 την όρισε ως "την επιστήµη και µηχανική της κατασκευής έξυπνων
µηχανών" [8]. Ωστόσο, µπορούµε να πούµε πως τα πρώτα ϑεµέλια τέθηκαν από
τον πρωτοπόρο µαθηµατικό ΄Αλαν Μάθισον Τούρινγκ. Το 1936, ο Τούρινγκ πρώτος
περιέγραψε µια υποθετική µηχανή υπολογισµών, γνωστή σήµερα και ως "Μηχανή
Τούρινγκ" [9]. Επίσης, πρότεινε την ιδέα µιας µηχανής που µπορεί να προσοµοι-
ώσει µια άλλη µηχανή, προτείνοντας ουσιαστικά έναν υπολογιστή που µπορεί να
προγραµµατιστεί.

Το 1950, πρότεινε τη γνωστή ∆οκιµή Τούρινγκ (Turing Test) ή "Παιχνίδι της µίµη-
σης" (Imitation game), µε την οποία ϑα µπορεί κανείς να αναγνωρίσει αν µια µηχανή
έχει νοηµοσύνη ισοδύναµη µε ενός ανθρώπου. Σύµφωνα µε τον Τούρινγκ, ο στόχος
για να περάσει το τεστ επιτυχώς είναι µια µηχανή (ένας υπολογιστής) να µπορεί να
συµµετάσχει σε διαλόγους χρησιµοποιώντας ανθρώπινη γλώσσα και να απαντήσει
σε διάφορα ερωτήµατα, χωρίς ο συνοµιλιτής να καταλάβει πως πρόκειται για µηχα-
νή [10].

Τα πρώτα συστήµατα τεχνητής νοηµοσύνης ϕαίνεται να αναπτύχθηκαν στα µέσα
του 20ου αιώνα. Κάποια από αυτά περιλαµβάνουν το "Logic Theorist" [11], το οπο-
ίο αναπτύχθηκε µε σκοπό να αποδεικνύει µαθηµατικά ϑεωρήµατα και το γνώριµο
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"ELIZA", που προσοµοίωνε έναν διάλογο µε έναν άνθρωπο, χρησιµποιώντας τεχνι-
κές αντιστοίχισης µοτίβων. Το "ELIZA" ϑεωρείται ένα από τα πρώτα chatbots, το
οποίο επιστράτευε τεχνικές επεξεργασίας ϕυσικής γλώσσας (Natural Language Pro-
cessing).

Ακολούθησαν πολλά συστήµατα που επιδείκνευαν ικανότητες όπως το να παίζουν
σκάκι, να συνοµιλούν µε ανθρώπους, να αναγνωρίζουν πρόσωπα, και να διαβάζουν
κείµενα. Αξίζει να σηµειωθεί πως το Deep Blue της IBM έγινε το πρώτο σύστηµα που
κέρδισε αγώνα σκακιού υπό χρονικούς περιορισµούς, εναντίον ενός παγκοσµίου
πρωταθλητή. Φυσικά δεν ϑα µπορούσαν να λείπουν εφαρµογές της ΤΝ µε ϕυσική
υπόσταση, όπως ϱοµπότ που πλοηγούνταν στον χώρο.

΄Οπως είναι ϕυσικό, το πεδίο αυτό προχώρησε και εξελίχθηκε, προσφέροντας α-
µέτρητες δυνατότητες και ευκαιρίες στον κόσµο µέχρι σήµερα. Εφαρµογές της Τε-
χνητής Νοηµοσύνης υπάρχουν στην πλειοψηφία των ψηφιακών συστηµάτων που
χρησιµοποιούνται τη σήµερον ηµέρα. Πολλές ϕορές η Τεχνητή Νοηµοσύνη υπάρχει
σιωπηλά σε αντικείµενα ή λογισµικά που χρησιµοποιούµε, χωρίς να το αντιλαµβα-
νόµαστε.

Τρανό παράδειγµα είναι τα κινητά τηλέφωνα και οι αµέτρητες "έξυπνες" λειτουρ-
γίες τους, όπως το να αναγνωρίζουν τους χρήστες µέσω των χαρακτηριστικών του
προσώπου ή του δακτυλικού τους αποτυπώµατος ή το να µετατρέπουν την ϕωνή
σε κείµενο. ΄Αλλο παράδειγµα είναι τα λογισµικά πλοήγησης (Global Positioning
Systems - GPS) τα οποία αναλύουν την κίνηση σε πραγµατικό χρόνο και προτε-
ίνουν την ϐέλτιστη διαδροµή, ελαχιστοποιώντας τον χρόνο ταξιδίου ή ακόµα και την
κατανάλωση καυσίµων.

Τέλος, δεν ϑα µπορούσε να λείπει από τα παραδείγµατα το πλέον πασίγνωστο και
ευρέως χρησιµοποιούµενο Chat GPT [12]. Το Chat GPT, που από κάποιους ϑεωρε-
ίται chatbot, είναι ένα µοντέλο γλώσσας Τεχνητής Νοηµοσύνης (AI language model)
µε δυνατότητες όπως η παραγωγή και κατανόηση ϕυσικής γλώσσας, η µετάφραση
κειµένων, η περίληψη κειµένων, καθώς και διάφοροι υπολογισµοί, πολύπλοκοι ή
µη.

2.2 Πεδία της Τεχνητής Νοηµοσύνης

2.2.1 Μηχανική Μάθηση

Ο τοµέας της Τεχνητής Νοηµοσύνης περιλαµβάνει διάφορους πιο εξειδικευµένους
τοµείς. Οι τοµείς που ϑα αναφερθούν περιλαµβάνουν ο καθένας ένα διαφορετι-
κό κοµµάτι της ΤΝ, χωρίς να σηµαίνει όµως αυτό ότι δεν επικαλύπτονται και δεν
µοιράζονται διάφορα στοιχεία µεταξύ τους.

Ο πιο γνωστός τοµέας της Τεχνητής Νοηµοσύνης λέγεται Μηχανική Μάθηση (Machine
Learning) και περιλαµβάνει την δηµιουργία αλγόριθµων και µοντέλων µε σκοπό την
πρόβλεψη και λήψη αποφάσεων, ϐασιζόµενοι σε δεδοµένα. Τεχνικές µηχανικής
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µάθησης χρησιµοποιούνται όχι µόνο για να προβλέψουν διάφορα γεγονότα (όπως
πχ τα spam emails, τις απάτες σε τραπεζικές συναλλαγές, τον καιρό, σεισµούς κ.α.)
αλλά και για να ϐρουν υπο-οµάδες ή µοτίβα µέσα σε τεράστιους όγκους δεδοµένων,
όπου το ανθρώπινο µυαλό ϑα χρειαζόταν µέρες ή και µήνες για να κατανοήσει και
να αναλύσει.

Τα δεδοµένα (data) που εισάγονται σε ένα µοντέλο µηχανικής µάθησης µε σκο-
πό µια πρόβλεψη ή τον διαχωρισµό των δεδοµένων σε οµάδες είναι από τους πιο
σηµαντικούς παράγοντες για την καλή του απόδοση. Μάλιστα στην επιστήµη των
υπολογιστών υπάρχει µια ϕράση η οποία δηλώνει "Garbage in, garbage out", η ο-
ποία ϑα µπορούσε να µεταφραστεί στα Ελληνικά ως "ο,τι δίνεις παίρνεις". Η ϕράση
αυτή τονίζει την σηµασία της σωστής εισόδου σε ένα υπολογιστικό σύστηµα. Υπό
την έννοια της µηχανικής µάθησης, τονίζει την σηµασία των σωστών δεδοµένων που
ϑα εισαχθούν σε έναν αλγόριθµο. Αν εισάγουµε, για παράδειγµα, δεδοµένα µε πολ-
λαπλές πανοµοιότυπες παρατηρήσεις, δεδοµένα ελλειπή ή µη κανονικοποιηµένα
(στα αγγλικά συναντάµε συχνά τον όρο "dirty" data), είναι πολύ πιθανό να λάβου-
µε έξοδο που ϑα είναι εξίσου προβληµατική. Είναι, εποµένως, σηµαντικό για την
ποιότητα των δεδοµένων εξόδου να εισάγουµε δεδοµένα "καθαρά" ("clean" data) και
ποιοτικά.

Τα δεδοµένα εισόδου (input data) ϑα πρέπει συνήθως να είναι σε µορφή πίνακα,
όπου κάθε γραµµή εκφράζει µια παρατήρηση ή αλλιώς δείγµα (sample) και κάθε
στήλη εκφράζει ένα χαρακτηριστικό (feature ή variable). Επιπροσθέτως, ϑα πρέπει
τα δεδοµένα να είναι καταλλήλως προ-επεξεργασµένα (pre-processed) σε µια µορφή
αποδεκτή από τους αλγόριθµους µηχανικής µάθησης.

Πολύ συχνά, ιδιαίτερα όταν σκοπός είναι ένα µοντέλο πρόβλεψης, τα δεδοµένα χω-
ϱίζονται σε αυτά που ϑα αξιοποιηθούν για την εκπαίδευση του αλγόριθµου (training
data) και σε αυτά που ϑα χρησιµοποιηθούν για να αξιολογηθεί το µοντέλο (test da-
ta). Τα πρώτα χρησιµοποιούνται για να "εκπαιδευτεί" και να µάθει το µοντέλο τα
δεδοµένα εισόδου όσο καλύτερα γίνεται, ενώ τα δεύτερα ϑα εισαχθούν στο µοντέλο
για να µας δώσουν µια εικόνα της απόδοσης του. Είναι σηµαντικό το µοντέλο να µην
έχει δει τα test data, έτσι ώστε να είναι όσο πιο αµερόληπτο γίνεται κατά τη διάρκεια
της αξιολόγησης και να µην υπάρξει το λεγόµενο data leakage.

Το "data leakage" (διαρροή δεδοµένων) είναι µια κατάσταση που µπορεί να προ-
κύψει όταν δεδοµένα που έχουν χρησιµοποιηθεί για την εκπαίδευση ενός µοντέλου
εµφανίζονται και πάλι στο σύνολο ελέγχου. Αυτό µπορεί να οδηγήσει σε ανεπιθύµητα
αποτελέσµατα κατά την αξιολόγηση της απόδοσης του µοντέλου, όπως σε µια υπε-
ϱεκτίµηση της απόδοσης των µοντέλων, διότι τα µοντέλα ϑα είναι ήδη εξοικειωµένα
µε τα δεδοµένα που χρησιµοποιήθηκαν για την εκπαίδευσή τους.

Οι µέθοδοι αξιολόγησης ενός µοντέλου ποικίλουν και πρόκειται να αναλυθούν
στην συνέχεια.
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2.2.2 Κατηγορίες µηχανικής µάθησης

Η µηχανική µάθηση χωρίζεται σε τρεις ϐασικές υπο-κατηγορίες :

• Επιβλεπόµενη µάθηση (Supervised Learning): Η επιβλεπόµενη µάθηση ο-
νοµάζεται έτσι καθώς ο αλγόριθµος κατά τη διάρκεια της εκπαίδευσής του
δέχεται ως είσοδο και την ετικέτα ή στόχο (label ή target) του κάθε δείγµατος.
Για παράδειγµα, για να χτίσει κανείς ένα µοντέλο που ϑα διακρίνει spam e-
mails, ϑα πρέπει να δώσει και την πραγµατική ετικέτα του κάθε email, δηλαδή
αν είναι spam ή όχι. ΄Οσο το µοντέλο εκπαιδεύεται, µαθαίνει να ξεχωρίζει τα δε-
ίγµατα ϐάσει των χαρακτηριστικών τους, ϐρίσκοντας όσο τον δυνατόν καλύτερα
τους γενικούς κανόνες που διακρίνουν τις δύο ετικέτες.

Οι αλγόριθµοι που ανήκουν στην κατηγορία της επιβλεπόµενης µάθησης δια-
κρίνονται επίσης σε δύο υποκατηγορίες, ανάλογα µε τον τύπο της ετικέτας.

– Αλγόριθµοι Ταξινόµησης (Classification Algorithms): Σε αυτή την
υποκατηγορία, ο στόχος της πρόβλεψης είναι µια ετικέτα διακριτή, συ-
νήθως µε την µορφή λέξης. Αν ο στόχος έχει δύο πιθανές ετικέτες, τότε
έχουµε δυαδική ταξινόµηση (binary classification), ενώ αν έχει παρα-
πάνω από δύο τότε έχουµε ταξινόµηση πολλαπλών κλάσεων (multi-class
classification). Αν, δε, µια παρατήρηση µπορεί να έχει παραπάνω από
µία ετικέτες, τότε έχουµε το λεγόµενο multi-label classification.

Κλασικά παραδείγµατα ταξινόµησης είναι η πρόβλεψη της ενοχλητικής
αλληλογραφίας, η πρόβλεψη µιας ασθένειας όπως ο καρκίνος, ο εντο-
πισµός ενός αντικειµένου σε µια εικόνα (object detection), η πρόβλεψη
µιας κακόβουλης ή µη τραπεζικής συναλλαγής, ή ακόµα και η πρόβλεψη
του συναισθήµατος ενός προσώπου. Το τελευταίο, που είναι και το ϑέµα
της παρούσας διπλωµατικής εργασίας, είναι µια περίπτωση multi-class
classification, καθώς για κάθε εικόνα µπορεί να προβλεφθεί ένα και µόνο
συναίσθηµα.

– Αλγόριθµοι Παλινδρόµισης (Regression Algorithms): Στην υποκα-
τηγορία της παλινδρόµησης ανήκουν οι αλγόριθµοι που έχουν ως στόχο
πρόβλεψης µία συνεχή µεταβλητή. Εδώ η πρόβλεψη, δηλαδή, δεν κλε-
ίνεται σε ένα προκαθορισµένο σύνολο αλλά µπορεί να πάρει οποιαδήποτε
συνεχή τιµή. Παραδείγµατα παλινδρόµισης περιλαµβάνουν την πρόβλε-
ψη ϐάρους, ύψους, ϑερµοκρασίας, τιµής κ.α. Πολλές ϕορές µοντέλα
παλινδρόµισης χρησιµοποιούνται στο πεδίο των οικονοµικών επιστηµών,
µε απώτερο σκοπό να δώσουν ϕως στις τάσεις της αγοράς (market foreca-
sting).

• Μη επιβλεπόµενη µάθηση (Unsupervised Learning): Στην περίπτωση της
µη επιβλεπόµενης µάθησης, η ειδοποιός διαφορά της µε την επιβλεπόµενη
είναι πως τα δεδοµένα εισόδου δεν περιλαµβάνουν τις ετικέτες, είναι δηλαδή
unlabelled. Αυτό δεν σηµαίνει πως δεν εφαρµόζονται σε δεδοµένα για τα οποία
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Σχήµα 2.1: Παραδείγµατα αλγόριθµων clustering

έχουµε τις ετικέτες, αλλά απλώς ότι δεν µπαίνουν σαν είσοδος στα µοντέλα µη
επιβλεπόµενης µάθησης. Ο στόχος εδώ είναι να ϐρεθεί δοµή στα δεδοµένα ή
και να χωριστούν οι παρατηρήσεις σε οµάδες.

Πολλοί διακρίνουν δύο υποκατηγορίες και σε αυτό τον τύπο µάθησης:

– Συσταδοποίηση (Clustering): Αφορά τις τεχνικές που χωρίζουν τα δείγ-
µατα σε συστάδες, γνωστές και ως clusters. Η κάθε παρατήρηση ανατίθε-
ται σε µία συστάδα (ή οµάδα) και η αυτή οµάδα περιέχει παρατηρήσεις
κατά κάποιο τρόπο όµοιες µεταξύ τους. Η οµοιότητα αυτή µπορεί να ϐα-
σίζεται στην απόσταση των χαρακτηριστικών µεταξύ των παρατηρήσεων.

Στην εικόνα 2.1 παρουσιάζονται διάφοροι αλγόριθµοι συσταδοποίησης σε
δεδοµένα διαφόρων σχηµάτων. Σε κάθε γραφική απεικόνιση κάθε σηµείο
έχει το χρώµα που αντιστοιχεί στην συστάδα στην οποία ανοίκει.

– Μείωση διαστάσεων (Dimensionality reduction): Αφορά τις τεχνικές
οι οποίες µειώνουν τις διαστάσεις των δεδοµένων. Οι τεχνικές αυτές συ-
µπιέζουν τα δεδοµένα σε έναν πίνακα µικρότερων διαστάσεων, ο οποίος
όµως έχει διατηρήσει την περισσότερη δυνατή πληροφορία από τα αρχικά
δεδοµένα. Για παράδειγµα, ένας πίνακας δεδοµένων µε 1000 παρατη-
ϱήσεις και 400 χαρακτηριστικά µπορεί να συµπιεσθεί σε µερικές δεκάδες
χαρακτηριστικά, καθώς και να προβληθεί στον δυσδιάστατο ή τρισδιάστα-
το χώρο.
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Σχήµα 2.2: Παραδείγµατα µείωσης διαστάσεων µε PCA

Οι τεχνικές αυτές είναι πολύ χρήσιµες για να οπτικοποιηθούν τεράστιοι
όγκοι δεδοµένων σε ένα γράφηµα δύο ή τριών διαστάσεων. Μια ευρέως
χρησιµοποιούµενη τεχνική dimensionality reduction είναι η PCA ή Pri-
ncipal Component Analysis.

• Ενισχυτική µάθηση (Reinforcement Learning): Η ενισχυτική µάθηση ε-
ίναι ένας τύπος µηχανικής µάθησης, όπου ο αλγόριθµος, ή στην συγκεκρι-
µένη περίπτωση πράκτορας, µαθαίνει µέσα από την αλληλεπίδρασή του µε το
περιβάλλον. Μετά από κάθε κίνηση ο πράκτορας λαµβάνει feedback από το
περιβάλλον, ή αλλιώς ανταµοιβή. Κατά αυτόν τον τρόπο, το σύστηµα αποκτά
γνώση µέσω της εµπειρίας του και έχει ως σκοπό να αναπτύξει την καλύτερη
πολιτική (policy) κατά την οποία ελαχιστοποιείται το κόστος και µεγιστοποιείται
η απόδοση του συστήµατος. Παράδειγµα ενισχυτικής µάθησης ϑα µπορούσε
να είναι ένα ϱοµπότ που µαθαίνει να πλοηγείται στον χώρο.

2.2.3 Υπολογιστική ΄Οραση

Η υπολογιστική όραση (Computer Vision) είναι ένας τοµέας της τεχνητής νοηµο-
σύνης ο οποίος αφορά τεχνικές επεξεργασίας και ανάλυσης εικόνων, καθώς και
διάφορους αλγόριθµους εξαγωγής χαρακτηριστικών. Η ϐασική ϐλέψη είναι το ε-
κάστοτε υπολογιστικό σύστηµα να κατανοήσει την εικόνα µέσω αυτών των χαρακτη-
ϱιστικών, όπως τα χρώµατα της εικόνας, οι γωνίες, ο ϕωτισµός κ.α.

Η υπολογιστική όραση µπορεί να τελέσει διάφορες διεργασίες. Η πιο συνήθης από
αυτές είναι η αναγνώριση αντικειµένων, όπου ένας αλγόριθµος, συνήθως ένα τεχνη-
τό νευρωνικό δίκτυο, εκπαιδεύεται µε σκοπό να αναγνωρίσει διάφορα αντικείµενα
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Σχήµα 2.3: Παράδειγµα εντοπισµού αντικειµένων µε χρήση υπολογιστικής όρασης
[2]

µέσα σε µια εικόνα. Το ίδιο ϕυσικά µπορεί να γίνει και µε πρόσωπα. Αντίστοιχα,
ένα µοντέλο ϑα µπορούσε να ανιχνεύσει ένα αντικείµενο ή ένα πρόσωπο. Η ανα-
γνώριση και η ανίχνευση είναι δύο ελαφρώς διαφορετικές εργασίες, µε την πρώτη να
ταξινοµεί τα αντικείµενα που έχουν ϐρεθεί (classification), και την δεύτερη απλώς
να εντοπίζει την περιοχή στην οποία ϐρίσκεται εν λόγω αντικείµενο µέσα στην εικόνα
(detection).

Μια διαφορετική διεργασία είναι η τµηµατοποίηση εικόνων (image segmentation),
όπου έχουµε πάλι µια διαδικασία ταξινόµησης. Ωστόσο, σε αυτή την περίπτωση αυτά
που ταξινοµούνται είναι τα pixels της εικόνας και όχι η ίδια η εικόνα ως σύνολο. Σε
κάθε pixel ϑα πρέπει να ανατεθεί µία και µόνο µία ετικέτα. Η τµηµατοποίηση µίας
εικόνας έχει ως στόχο τον διαχωρισµό της σε περιοχές που αναλογούν σε ένα και
µόνο αντικείµενο.

Τέτοιοι αλγόριθµοι ϐρίσκουν εφαρµογές σε διάφορους τοµείς, όπως οι ιατρικές
απεικονίσεις ή η αυτόνοµη οδήγηση. Τα αυτοκίνητα που διαθέτουν λειτουργία αυ-
τόµατου πιλότου επιστρατεύουν τέτοια µοντέλα για να ξεχωρίσουν διάφορα αντικε-
ίµενα από την άσφαλτο.

2.2.4 ΄Αλλοι τοµείς

Το πεδίο της τεχνητής νοηµοσύνης εξελίσσεται διαρκώς και, όπως είναι αναµενόµενο,
έχει αρκετούς τοµείς. ΄Ενας άλλος τοµέας της είναι η ϱοµποτική. Η ϱοµποτική συν-
δυάζει την τεχνητή νοηµοσύνη µε την µηχανική µε σκοπό την δηµιουργία έξυπνων
µηχανών, οι οποίες µπορούν να αλληλεπιδράσουν µε τον ϕυσικό κόσµο. Εφαρµογές
της ϱοµποτικής ϐρίσκει κανείς στην ϐιοµηχανία, στην ιατρική, ακόµα και στο πεδίο
της άµυνας.
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Σχήµα 2.4: Παράδειγµα τµηµατοποίησης εικόνας

Ακόµη, ένας ευρεία γνωστός τοµέας είναι η επεξεργασία ϕυσικής γλώσσας (Natural
Language Processing - NLP). Ο τοµέας αυτός πραγµατεύεται την αλληλεπίδραση
των υπολογιστών µε την ϕυσική γλώσσα. Με τις τεχνικές της NLP µπορεί κανείς να
αναγνωρίσει και να αναλύσει τα διάφορα δοµικά στοιχεία και χαρακτηριστικά ενός
κειµένου, καθώς και να προβεί σε πιο δύσκολες διεργασίες όπως είναι η αυτόµατη
µετάφραση. Τα chatbots κάνουν χρήση τέτοιων τεχνικών για να συνοµιλήσουν µε
τους ανθρώπους µε ϕυσική γλώσσα.

2.3 Αλγόριθµοι µηχανικής µάθησης

2.3.1 Αλγόριθµοι επιβλεπόµενης µάθησης

• ∆έντρα αποφάσεων (Desicion Tree): Τα δέντρα αποφάσεων χρησιµοποιο-
ύνται σε προβλήµατα ταξινόµησης αλλά και παλινδρόµησης. ΄Ενα δέντρο α-
πόφασης αναπαριστάται γραφικά ως ένα δέντρο του οποίου κάθε κόµβος α-
ντιστοιχεί σε ένα κριτήριο και κάθε ϕύλλο σε µία απόφαση ή πρόβλεψη. Ο
αλγόριθµος αποφασίζει ποιο κριτήριο ϑα εφαρµόσει κάθε ϕορά σε κάθε κόµβο
για να χωρίσει τα δεδοµένα σε υπο-κατηγορίες. ΄Οταν το δέντρο σχηµατιστεί,
µε ϐάση όλα τα δεδοµένα εκπαίδευσης, τότε µπορούµε να το διατρέξουµε για
να πάρουµε µια πρόβλεψη.

Στην εικόνα 2.5 αναπαριστάται ένα δέντρο απόφασης που αποφασίζει αν κάποιος
ϑα παίξει γκολφ, ανάλογα µε την όψη του καιρού, την ϑερµοκρασία, την υ-
γρασία και τον αέρα [13].

• K-Nearest Neighbors Ο αλγόριθµος K-Nearest Neighbors είναι ένας αλγόριθ-
µος µηχανικής µάθησης που χρησιµοποιείται εξίσου για ταξινόµηση και πα-
λινδρόµηση. Η λειτουργία του ϐασίζεται στην ιδέα ότι δείγµατα µε παρόµοια
χαρακτηριστικά, εποµένως δείγµατα µε µεταξύ τους µικρή απόσταση, τείνουν
να έχουν την ίδια ετικέτα, δηλαδή να ανήκουν στην ίδια κλάση.

Ο ακέραιος αριθµός Κ αντιπροσωπεύει τον αριθµό των κοντινών στοιχείων, ή
αλλιώς γειτόνων, ϐάσει των οποίων ϑα γίνει η πρόβλεψη, και ορίζεται από τον
χρήστη. Αφού προσδιοριστεί το Κ, ο αλγόριθµος εκπαιδεύεται απλώς αποθη-
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Σχήµα 2.5: Παράδειγµα δέντρου απόφασης

κεύοντας όλα τα δεδοµένα εκπαίδευσης στην µνήµη. ΄Επειτα, όταν έρθει η ώρα
πρόβλεψης ενός νέου δείγµατος, υπολογίζει την απόσταση ανάµεσα στο νέο δε-
ίγµα και σε όλα τα δείγµατα εκπαίδευσης, χρησιµοποιώντας κάποια µετρική
απόστασης, όπως η Ευκλείδια απόσταση. Εν συνεχεία, επιλέγονται τα Κ κοντι-
νότερα σε απόσταση δείγµατα. Τέλος, η κλάση των γειτόνων που εµφανίζεται
πιο συχνά ϑα είναι και η προβλεπόµενη κλάση.

Η πιο συχνή µετρική απόστασης που χρησιµοποιείται είναι η Ευκλείδια α-
πόσταση. Ωστόσο, δεν είναι σπάνιο να χρησιµοποιηθεί κάποια άλλη µέθοδος
υπολογισµού απόστασης, ανάλογα µε την ϕύση των δεδοµένων. Συχνά συνα-
ντάµε την απόσταση Manhattan που υπολογίζει την απόσταση µεταξύ δυο ση-
µείων ως το άθροισµα των απόλυτων διαφορών των συντεταγµένων τους. Ακόµη,
υπάρχει η απόσταση Hamming η οποία χρησιµεύει στην εύρεση απόστασης
µεταξύ δυο δυαδικών διανυσµάτων, ή η απόσταση cosine που µετράει το συνη-
µίτονο της γωνίας µεταξύ των διανυσµάτων και καθορίζει εάν δύο διανύσµατα
δείχνουν προς την ίδια κατεύθυνση. Τέλος, υπάρχουν και άλλες µετρικές α-
ποστάσεων όπως η απόσταση Minkowski ή η απόσταση Jaccard.

Παρόλη την ευελιξία και την ευκολία του, το µεγαλύτερο µειονέκτηµα του Κ-
ΝΝ είναι πως απαιτεί να αποθηκευτούν όλα τα δεδοµένα στη µνήµη. Συνεπώς,
η απόδοσή του δύναται να επηρεαστεί από τον αριθµό των δεδοµένων. Επίσης,
σε περιπτώσεις µη ισορροπηµένων κλάσεων, µπορεί να µεροληπτεί υπέρ της
κλάσης πλειοψηφίας.

Ο αλγόριθµος K-Nearest Neighbors εφαρµόζεται, εκτός άλλων, και σε περι-
πτώσεις ανίχνευσης ανωµαλιών, όπου εντοπίζει µε ευκολία δείγµατα που α-
πέχουν σηµαντικά από την πλειονότητα των δεδοµένων, αλλά και σε συστήµα-
τα συστάσεων (Recommender Systems), όπου µπορεί να παράξει συστάσεις
προϊόντων µε ϐάση παλαιότερες προτιµήσεις των αγοραστών.

• Naïve Bayes: Ο αλγόριθµος Naïve Bayes είναι ένας επίσης απλός και ευρέως
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Σχήµα 2.6: Παράδειγµα ορίων απόφασης για ταξινόµηση µε Κ=15

χρησιµοποιούµενος αλγόριθµος ταξινόµησης. Το επίθετο "naïve", δηλαδή α-
ϕελής, στο όνοµα του οφείλεται στο ότι υποθέτει πως όλα τα χαρακτηριστικά
είναι ανεξάρτητα µεταξύ τους, µια υπόθεση που επιβεβαιώνεται σπάνια στην
πραγµατική Ϲωή. Εντούτοις, παρόλη την "αφέλειά" του, ο Naïve Bayes έχει
επιδείξει πολύ καλή απόδοση σε πολλά πραγµατικά προβλήµατα ταξινόµησης.

Η λειτουργία του αλγόριθµου ϐασίζεται στο γνωστό σε όλους Θεώρηµα του
Bayes:

P(A|B) =
P(B|A)P(A)

P(B)

ο οποίος υπολογίζει την πιθανότητα µίας ετικέτας δεδοµένων των χαρακτηρι-
στικών της. Η εκπαίδευσή του γίνεται υπολογίζοντας τις συχνότητες εµφάνισης
των χαρακτηριστικών για κάθε κατηγορία. Στην συνέχεια, κατά τη διάρκεια του
(testing), αυτές οι πληροφορίες χρησιµοποιούνται για να υπολογιστεί η πιθα-
νότητα κάθε κατηγορίας για µια καινούρια παρατήρηση και για να ταξινοµηθεί
στην πιο πιθανή κλάση.

Ο Naïve Bayes είναι πρακτικός για προβλήµατα ταξινόµησης κειµένου, όπως η
αναγνώριση ϑεµάτων, η αναγνώριση συναισθήµατος στο κείµενο ή ο διαχωρι-
σµός ηλεκτρονικής αλληλογραφίας σε spam και µη-spam. ΄Ενα πλεονέκτηµά
του είναι ότι είναι γρήγορος και δεν χρειάζεται πολλές παραµέτρους.

Υπάρχουν διάφορα είδη αλγορίθµων Naïve Bayes που χρησιµοποιούνται στην
µηχανική µάθηση. Μεταξύ τους διαφέρουν στην υπόθεση που κάνουν για την
κατανοµή των χαρακτηριστικών. Ο πιο γνωστός αλγόριθµος είναι ο Gaussian
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Naïve Bayes ο οποίος χρησιµοποιείται όταν ϑεωρείται πως τα χαρακτηριστικά
ακολουθούν κανονική κατανοµή όντας µεταξύ τους ανεξάρτητα.

΄Εστω P(Ck) η πιθανότητα µίας κλάσης, η οποία εκφράζει τον αριθµό των δειγ-
µάτων στην κλάση Ck διαιρεµένο µε τον συνολικό αριθµό δειγµάτων. Τότε η
πιθανότητα του χαρακτηριστικού ϑα είναι

P(xi |Ck) =
1√

2πσ2
Ck

exp
− (xi − µCk )

2

2σ2
Ck


όπου µCk είναι ο µέσος όρος του χαρακτηριστικού xi στην κλάση µCk και σ2

Ck
είναι η διακύµανση της τιµής του χαρακτηριστικού xi στην κλάση µCk .

΄Ενας ακόµη τύπος Naïve Bayes είναι ο Multinomial Naïve Bayes, ο οποίος
χρησιµοποιείται συχνά για ταξινόµηση κειµένου µε ϐάση τη συχνότητα εµ-
ϕάνισης των λέξεων.

• Γραµµική παλινδρόµηση (Linear Regression): ΄Οπως µαρτυρά και το όνο-
µα της, η γραµµική παλινδρόµηση χρησιµοποιείται για την πρόβλεψη µίας
συνεχούς µεταβλητής, ή αλλιώς της εξαρτηµένης µεταβλητής. Στην γραµµική
παλινδρόµηση ο στόχος είναι να προσαρµοστεί µια γραµµική συνάρτηση στα
δείγµατα εκπαίδευσης, έτσι ώστε να εκτιµηθεί η σχέση µεταξύ των µεταβλητών.

Ο αλγόριθµος γραµµικής παλινδρόµησης υποθέτει πως οι ανεξάρτητες µε-
ταβλητές µπορούν να προβλέψουν γραµµικά την εξαρτηµένη µεταβλητή. Η
γενική µορφή της είναι :

y = �0 + �1x1 + �2x2 + . . . + �nxn

όπου y είναι η εξαρτηµένη µεταβλητή, δηλαδή ο στόχος της πρόβλεψης, x1, x2,
..., xn είναι οι ανεξάρτητες µεταβλητές και �0, �1, ... , �n είναι οι παράµετροι
της παλινδρόµησης που ϑα υπολογιστούν κατά τη διάρκεια της εκπαίδευσης
του µοντέλου. Σκοπός είναι οι παράµετροι αυτές να πάρουν τις ϐέλτιστες τιµές
για να µειωθεί στο ελάχιστο το σφάλµα µεταξύ προβλέψεων και πραγµατικών
τιµών.

Υπάρχουν αρκετές µέθοδοι που εκτιµούν τους συντελεστές αυτούς. Μια από τις
πιο δηµοφιλείς είναι η Ordinary Least Squares (OLS) η οποία ελαχιστοποιεί το
άθροισµα των τετραγώνων των διαφορών µεταξύ των πραγµατικών τιµών και των
προβλέψεων. ΄Αλλες µέθοδοι περιλαµβάνουν τις Mean Squared Error (MSE)
και Mean Absolute Error (MAE) οι οποίες µετράνε το µέσο των τετραγώνων των
διαφορών και το µέσο των απόλυτων διαφορών αντίστοιχα.

Στην εικόνα 2.7 παρουσιάζεται ένα παράδειγµα γραµµικής παλινδρόµησης.
Με µπλε χρώµα οπτικοποιούνται τα δείγµατα και µε κόκκινο χρώµα η ευθεία
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Σχήµα 2.7: Παράδειγµα γραµµικής παλινδρόµησης

y = ax + b η οποία προσαρµόστηκε στα δεδοµένα. ΄Οσο πιο κοντά ϐρίσκεται
ένα σηµείο στην ευθεία, τόσο καλύτερη είναι η πρόβλεψή του.

• Λογιστική παλινδρόµηση (Logistic Regression): Η λογιστική παλινδρόµη-
ση είναι ένας αλγόριθµος µηχανικής µάθησης που χρησιµοποιείται αποκλει-
στικά για ταξινόµηση και κυρίως για δυαδική ή πολυκατηγορική ταξινόµηση,
και όχι για παλινδρόµηση. Ονοµάζεται έτσι γιατί χρησιµοποιεί την λογιστι-
κή συνάρτηση (logistic function) για να τελέσει την ταξινόµηση. Στον συγκε-
κριµένο αλγόριθµο, η εξαρτηµένη µεταβλητή είναι κατηγορική και µπορεί να
πάρει δύο ή παραπάνω τιµές. Ο σκοπός είναι η πρόβλεψη της κατηγορίας ενός
παραδείγµατος ϐάσει των ανεξάρτητων µεταβλητών. Το όνοµα της προκύπτει
από την λογιστική συνάρτηση (logistic function), της οποίας οι παράµετροι ε-
ίναι αυτοί που ϱυθµίζονται κατά τη διάρκεια της εκπαίδευσης, και δίνεται από
τον τύπο:

p =
1

1 + e−(b0+b1x1+b2x2+...+bnxn)

Η λογιστική συνάρτηση (ϐλ. εικόνα 2.8) µετασχηµατίζει την είσοδο δίνοντας
έξοδο από το 0 µέχρι το 1, εκφράζοντας έτσι την πιθανότητα το δείγµα να ανήκει
στην ϑετική κλάση. Αν η πιθανότητα αυτή είναι µεγαλύτερη από ένα κατώφλι
(συνήθως το κατώφλι ορίζεται στο 0.5), τότε το δείγµα ταξινοµείται ως "ϑετικό".
Παραδείγµατος χάρη, στο κλασικό παράδειγµα ταξινόµησης ηλεκτρονικής αλ-
ληλογραφίας ως επιθυµητή ή µη (spam or not spam), ένα e-mail ταξινοµείται
ως spam αν η πιθανότητα p είναι µεγαλύτερη του 0.5.

• Τυχαία ∆άση (Random Forests): Τα τυχαία δάση [14] είναι ένας δηµοφιλής
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Σχήµα 2.8: Γραφική παράσταση λογιστικής συνάρτησης

αλγόριθµος µηχανικής µάθησης που χρησιµοποιείται για προβλήµατα ταξι-
νόµησης αλλά και παλινδρόµησης. ΄Ενα τυχαίο δάσος αποτελείται από πολλά
δέντρα αποφάσεων, γνωστά και ως δέντρα αποφάσεων τύπου ensemble.

Κάθε δέντρο απόφασης στο τυχαίο δάσος χτίζεται από µια τυχαία επιλογή
κάποιων χαρακτηριστικών. Με αυτόν τον τρόπο δηµιουργούνται πολλά δέντρα
αποφάσεων που διαφέρουν µεταξύ τους, καθιστώντας έτσι το σύνολο ικανό να
αντιµετωπίσει την ποικιλία των δεδοµένων.

Κατά τη διάρκεια της πρόβλεψης, το τυχαίο δάσος συνδυάζει τις προβλέψεις
κάθε δέντρου για να λάβει µια τελική απόφαση. Στις περιπτώσεις προβληµάτων
ταξινόµησης αυτό µπορεί να γίνει παίρνοντας την ψήφο της πλειοψηφίας, δη-
λαδή η κλάση που προβλέφθηκε από τα περισσότερα δέντρα ϑα είναι και η
πρόβλεψη. Αντίστοιχα, στις περιπτώσεις παλινδρόµησης µπορεί να γίνει πα-
ίρνοντας τον µέσο όρο των προβλέψεων όλων των δέντρων. Στην εικόνα 2.9
παρουσιάζεται ένα τυχαίο δάσος εκπαιδευµένο για πρόβληµα ταξινόµησης δύο
κλάσεων (σκύλος και γάτα).

Τα τυχαία δάση πλεονεκτούν υπέρ άλλων µοντέλων καθώς συνήθως αποφέρουν
υψηλή απόδοση, εφόσον συνδυάζουν την δύναµη πολλών δέντρων αποφάσεων.
Επίσης, είναι ανθεκτικά στην υπερεκπαίδευση και το overfitting, αφού κάθε
δέντρο δηµιουργείται από τυχαίες επιλογές χαρακτηριστικών. Αν ένα από τα
δέντρα κάνει µια λάθος πρόβλεψη, είναι πολύ πιθανό ένα άλλο δέντρο να απο-
Ϲηµιώσει κάνοντας την σωστή πρόβλεψη. Ακόµη, τα τυχαία δάση είναι ικανά να
αντιµετωπίσουν το ϕαινόµενο των απόντων τιµών. Τέλος, έχουν την ικανότητα
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Σχήµα 2.9: Οπτικοποίηση Τυχαίου ∆άσους

να αντιµετωπίσουν διάφορους τύπους δεδοµένων και χαρακτηριστικών.

• Μηχανές ∆ιανυσµάτων Υποστήριξης (Support Vector Machines): Οι Μη-
χανές ∆ιανυσµάτων Υποστήριξης είναι ένας αλγόριθµος µηχανικής µάθησης
που χρησιµοποιείται σε προβλήµατα παλινδρόµησης και ταξινόµησης. Τα
πρώτα SVMs προτάθηκαν από τον Βλαντιµίρ Βάπνικ και τον Αλεξέι Τσερβονέν-
κις το 1964. Τα SVMs ϐασίζονται στην ϑεωρία στατιστικής µάθησης.

Η ϐασική ιδέα των SVMs είναι η δηµιουργία ενός υπερεπιπέδου το οποίο ϑα
διαχωρίζει τις κλάσεις των δεδοµένων µε τον ϐέλτιστο τρόπο. Το υπερεπίπε-
δο αυτό µπορεί να ϑεωρηθεί ως το σύνορο µεταξύ των δύο κλάσεων και έχει
ως στόχο να µεγιστοποιήσει την απόσταση µεταξύ τους και του υπερεπιπέδου
(maximum margin), έτσι ώστε να είναι πιο ανθεκτικό σε νέα δεδοµένα που δεν
έχει ξαναδεί. ΄Ενα τέτοιο υπερεπίπεδο λέγεται υπερεπίπεδο µέγιστου περιθω-
ϱίου (maximum margin hyperplane) και για να ϐρεθεί ο αλγόριθµος ϐρίσκει
δύο ακραία σηµεία ή διανύσµατα (vectors) που ϐοηθούν στην δηµιουργία του
υπερεπιπέδου. Αυτά τα διανύσµατα ονοµάζονται διανύσµατα υποστήριξης και
από εκεί ονοµάστηκε και ο αλγόριθµος.

Στην εικόνα 2.10 παρουσιάζονται δύο παραδείγµατα οπτικοποίησης µηχανών
διανυσµάτων υποστήριξης. Ο στόχος είναι ο διαχωρισµός των τετραγώνων α-
πό τους κύκλους. Στο αριστερό µέρος ϕαίνονται όλα τα µη-ϐέλτιστα σύνορα
που ϑα µπορούσαν κατά κάποιον τρόπο να διαχωρίσουν τις δύο κλάσεις, ενώ
στο δεξί µέρος παρουσιάζεται το υπερεπίπεδο µέγιστου περιθωρίου. Τα τρία
σηµεία που είναι χρωµατισµένα στο κέντρο τους είναι αυτά που οδηγούν την
δηµιουργία του συνόρου στην µέση και εγγυόνται το µέγιστο περιθώριο µεταξύ
των κλάσεων.
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Επιπροσθέτως, οι συναρτήσεις πυρήνα (kernel functions) είναι αυτές που ε-
πιτρέπουν σε µη-γραµµικά διαχωρίσιµες κλάσεις να διαχωριστούν µε την ϐο-
ήθεια των SVMs. Ουσιαστικά, οι SVMs µετασχηµατίζουν τον αρχικό χώρο
υποθέσεων για να µετατραπούν σε γραµµικά διαχωρίσιµες και τελικά να δια-
χωριστούν από το µοντέλο µε τον τρόπο που αναφέρθηκε παραπάνω. Οι πιο
γνωστές συναρτήσεις πυρήνα είναι η πολυωνυµική (Polynomial kernel), η Γκα-
ουσιανή (Gaussian kernel ή Radial Basis Function - RBF) και η σιγµοειδής
(Sigmoid Kernel).

΄Εστω ένα σύνολο δειγµάτων x1, x2, ..., xn τα οποία ανήκουν σε δύο διαφορετι-
κές κλάσεις, -1 και 1 για την αρνητική και την ϑετική κλάση αντίστοιχα. Τότε
ψάχνουµε το υπερεπίπεδο µέγιστου περιθωρίου έτσι ώστε το κοντινότερο στοι-
χείο της κάθε κλάσης να έχει την µέγιστη απόσταση από το υπερεπίπεδο αυτό.
Το υπερεπίπεδο µπορεί να γραφτεί ως w1 · x1 +w2 · x2 + b = 0 ή w · x + b = 0,
όπου w τα ϐάρη που ορίζουν την κατεύθυνση του συνόρου, x το δείγµα και b
ένας "όρος µεροληψίας" ή bias term. Ο όρος αυτός επιτρέπει στο σύνορο να
αλλάζει κατά µήκος του y άξονα και αντιπροσωπεύει την µετατόπιση του ορίου
απόφασης.

Αν α και ϐ δύο σηµεία που ϐρίσκονται πάνω στο σύνορο, εφαρµόζοντας την
σχέση w · x + b = 0 και αφαιρόντας κατά µέλη, προκύπτει ότι :

w(xα − x�) = 0

το οποίο σηµαίνει πως το διάνυσµα w είναι κάθετο στο σύνορο.

Σε γραµµικώς διαχωρίσιµα προβλήµατα, µπορούν να οριστούν τα δύο επιπλέον
διανύσµατα εκατέρωθεν του w · x +b = 0, που χωρίζουν επίσης τις κλάσεις και
το υπερεπίπεδο ϐρίσκεται στην µέση. Για ένα σηµείο z , η κλάση στην οποία
ανήκει ϑα είναι :

y =

1 αν w · z + b > 0
−1 αν w · z + b < 0

Αν x+ και x− είναι δύο σηµεία εκατέρωθεν των ορίων του περιθωρίου, τότε το
διάνυσµα w, αφού είναι κάθετο στο σύνορο, αν διαιρεθεί µε το µήκος του ||w||
και πολλαπλασιαστεί µε το διάνυσµα της διαφοράς των x+ και x−, δίνει την
απόσταση d µεταξύ τους. Εποµένως :

d = (x+ − x−) ·
w

||w||

Σύµφωνα µε την εξίσωση w · x + b = 0, αν αντικαταστήσουµε το x+ · w µε το
1 − b, το x− ·w µε το 1 + b και απλοποιήσουµε, προκύπτει ότι :

d =
2
||w||
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Σχήµα 2.10: Μηχανές ∆ιανυσµάτων Υποστήριξης

Συµπερασµατικά, µεγιστοποιώντας την απόσταση d ελαχιστοποιείται το ||w||.

• Τεχνικές Boosting και Bagging: Τόσο το Boosting όσο και το Bagging είναι
τενχικές ensemble learning οι οποίες χρησιµοποιούνται για την ϐελτίωση της
απόδοσης των µοντέλων. Και οι δύο τεχνικές συνδυάζουν διάφορα µοντέλα για
την λήψη αποφάσεων.

– Bagging: Ο όρος bagging προέρχεται από την σύµπτυξη των λέξεων Bo-
otstrap Aggregating. Το bagging λειτουργεί δηµιουργώντας τυχαία υ-
ποσύνολα δεδοµένων από το αρχικό training set και εκπαιδεύοντας ένα
µοντέλο για κάθε τέτοιο τυχαίο υποσύνολο. Εν συνεχεία, τα µοντέλα αυτά
συνδυάζονται και η τελική απόφαση λαµβάνεται ϐάσει της πλειοψηφίας
των προβλέψεων όλων των µοντέλων ή ϐάσει του µέσου όρου τους. Ο
στόχος του bagging είναι να µειώσει την διακύµανση των µοντέλων και να
προσφέρει σταθερότερες προβλέψεις. Τα τυχαία δέντρα (Random Fore-
sts), τα οποία αναφέρθηκαν πιο πάνω, χρησιµοποιούν την τεχνική bag-
ging για να δηµιουργήσουν όλα τα ξεχωριστά δέντρα που τα αποτελούν.

– Boosting: Το Boosting επικεντρώνεται στην ϐελτίωση των µοντέλων α-
πό άποψη ακρίβειας. Αρχικά, ένα "αδύναµο" µοντέλο εκπαιδεύεται στα
αρχικά δεδοµένα και οι προβλέψεις του αξιολογούνται. Στη συνέχεια, επι-
κεντρώνεται στα δείγµατα που προβλέφθηκαν λάθος και επανεκπαιδεύει
ένα νέο µοντέλο που εστιάζει µόνο σε αυτά τα δείγµατα. Αυτή η διαδικα-
σία επαναλαµβάνεται πολλές ϕορές µε την δηµιουργία πολλών µοντέλων
που συνεχώς ϐελτιώνονται. Το τελικό µοντέλο που ϑα προκύψει ϑα είναι
ο συνδυασµός των εκπαιδευµένων µοντέλων. Το boosting εχει ως στόχο
να δηµιουργήσει ένα ισχυρό µοντέλο υψηλής απόδοσης.
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΄Ενας δηµοφιλής αλγόριθµος µηχανικής µάθησης ο οποίος χρησιµοποιέι
boosting είναι ο Gradient Boosting, ο οποίος εκπαιδεύει µοντέλα, συ-
νήθως δέντρα αποφάσεων, χρησιµοποιώντας τον αλγόριθµο gradient de-
scent. Ο σκοπός εδώ είναι να ελαχιστοποιηθεί η συνάρτηση κόστους.
΄Ενας άλλος αλγόριθµος είναι ο AdaBoost, ο οποίος χρησιµοποιεί κα-
τά κανόνα decision stumps (δηλαδή µικρά δέντρα αποφάσεων µε µία
µόνο διαίρεση). Ο AdaBoost επίσης εκπαιδεύει σειριακά ένα ensem-
ble από αδύναµα µοντέλα, δίνοντας έµφαση στα παραδείγµατα που δεν
προβλέφθηκαν σωστά, και στο τέλος συνδυάζει τις προβλέψεις όλων των
αδύναµων µοντέλων εκχωρώντας µεγαλύτερο ϐάρος στις περιπτώσεις που
δεν προβλέψθηκαν σωστά.

Τέλος, ένας ακόµη αλγόριθµος που αξιοποιεί την τεχνική του boosting
είναι ο XGBoost. Ο XGBoost αποτελεί εξέλιξη του Gradient Boosting και
χρησιµοποιεί έναν πολύπλοκο συνδυασµό αδύναµων µοντέλων, εκπαι-
δεύοντάς τα µε παράλληλο τρόπο για αυξηµένη ταχύτητα και απόδοση.
Τέλος, ο XGBoost χρησιµοποιεί λεπτοµερείς τεχνικές ϱύθµισης για να
αποτρέψει το ϕαινόµενο του overfitting και να ϐελτιώσει την απόδοση του
µοντέλου.

2.3.2 Αλγόριθµοι µη επιβλεπόµενης µάθησης

΄Οπως αναφέρθηκε και στο υποκεφάλαιο 2.2.1, οι αλγόριθµοι µη επιβλεπόµενης
µηχανικής µάθησης δεν δέχονται ως είσοδο τις ετικέτες των δειγµάτων, και χρησιµο-
ποιούνται για να ανακαλύψουν µοτίβα, δοµές και συστάδες µέσα στα δεδοµένα.

• Αλγόριθµοι συσταδοποίησης (Clustering Algorithms): Η συσταδοποίηση
είναι µια τεχνική ανάλυσης δεδοµένων κατά την οποία τα δείγµατα οµαδοποιο-
ύνται σε συστάδες (clusters) µε ϐάση την οµοιότητά τους. Οι αλγόριθµοι συ-
σταδοποίησης εξετάζουν την οµοιότητα µεταξύ των δεδοµένων µε ϐάση κάποιο
µέτρο απόστασης ή οµοιότητας.

– K-Means: Πρόκειται για έναν από τους πιο δηµοφιλείς αλγόριθµους συ-
σταδοποίησης. Ο στόχος του είναι να οµαδοποιήσει τα δείγµατα σε k
συστάδες, όπου k ένας προκαθορισµένος αριθµός συστάδων. Αρχικά, ο
αλγόριθµος επιλέγει τυχαία k κέντρα συστάδων από τα δείγµατα και ύστε-
ϱα κάθε δείγµα ανατίθεται σε µια συστάδα, ανάλογα µε την απόσταση από
το πλησιέστερο κέντρο. Συνήθως χρησιµοποιείται η Ευκλείδια απόστα-
ση. ΄Επειτα, για κάθε συστάδα, υπολογίζεται το νέο κέντρο της, µε ϐάση
τον µέσο όρο των δειγµάτων που της ανήκουν. Τέλος, η διαδικασία αυτή
επαναλαµβάνεται µέχρις να σταθεροποιηθούν τα κέντρα των συστάδων.

Η επιλογή του αριθµού k και η αρχικοποίηση των κέντρων των συστάδων
µπορούν να επηρεάσουν τα αποτελέσµατα της συσταδοποίησης.

– DBSCAN: Ο αλγόριθµος DBSCAN ή Density-Based Spatial Clustering of
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Applications with Noise, είναι ένας αλγόριθµος συσταδοποίησης ο οποίος
ϐασίζεται στην πυκνότητα των δεδοµένων. Απαιτεί δύο εισόδους από τον
χρήστη, την παράµετρο ϸ και την παράµετρο minPoints. Η πρώτη πα-
ϱάµετρος αναφέρεται στην ακτίνα του κύκλου που ϑα δηµιουργηθεί γύρω
από κάθε σηµείο δεδοµένων για να ελεγχθεί η πυκνότητα, ενώ η δεύτερη
αναφέρεται στον ελάχιστο αριθµό σηµείων που ϑα πρέπει να υπάρχουν
µέσα σε αυτόν τον κύκλο, έτσι ώστε το σηµείο αυτό να µην ταξινοµηθεί ως
"ϑόρυβος", δηλαδή να µην ανήκει σε καµία συστάδα.

Αρχικά, επιλέγεται ένα τυχαίο σηµείο από τα δείγµατα. ΄Επειτα, ϐρίσκο-
νται όλα τα σηµεία σε ακτίνα ϸ από αυτό και τελείται ο έλεγχος πυκνότη-
τας. Αν ο αριθµός δειγµάτων εντός του κύκλου είναι µεγαλύτερος από το
προκαθορισµένο minPoints τότε το σηµείο ϑεωρείται πυκνό. Σε αυτή την
περίπτωση, ανήκει στην συστάδα µε τα γειτονικά του σηµεία. Τέλος, αυτή
η διαδικασία επαναλαµβάνεται για κάθε σηµείο. Ο DBSCAN αποτελεί
µια αποτελεσµατική µέθοδο συσταδοποίησης, αφού µπορεί να ϐρει συ-
στάδες σε διάφορα µεγέθη και είναι ανθεκτικός σε ακραίες τιµές. Επίσης,
δεν χρειάζεται να προκαθοριστεί ο αριθµός συστάδων, αφού τον ϐρίσκει
αυτόµατα.

– Ιεραρχική συσταδοποίηση (Hierarchical Clustering): Ο ιεραρχικός
αλγόριθµος συσταδοποίησης που χρησιµεύει στην συσταδοποίηση δεδο-
µένων, µειώνοντας την απόσταση µεταξύ των δεδοµένων κάθε συστάδας.
Ο αλγόριθµος δηµιουργεί ένα ιεραρχικό δέντρο συστάδων, γνωστό και
ως δεντρόγραµµα (ϐλ. εικόνα 2.11), που απεικονίζει την οµοιότητα των
δεδοµένων.

Υπάρχουν δύο τύποι ιεραρχικής συσταδοποίησης, η συσσωρευτική συ-
σταδοποίηση (agglomerative clustering) και η διχαστική συσταδοποίη-
ση (divisive clustering). Η συσσωρευτική συσταδοποίηση (agglomerative
clustering) ξεκινάει ϑεωρώντας το κάθε δείγµα ως µια ξεχωριστή συστάδα.
΄Επειτα, αναγνωρίζει δύο συστάδες οι οποίες είναι πιο κοντά και τις ενώνει,
επαναλαµβάνοντας την διαδικασία αυτή µέχρι όλες οι συστάδες να ενω-
ϑούν.

Από την άλλη, η διχαστική συσταδοποίηση (divisive clustering) ξεκινάει
από µία µεγάλη συστάδα που περιέχει όλα τα δεδοµένα και σε κάθε ϐήµα
χωρίζεται σε δύο υπο-συστάδες µέχρι κάθε δείγµα να ανήκει σε µία µο-
ναδική συστάδα. Κατά τη διάρκεια όλης αυτής της διαδικασίας χρησι-
µοποιούνται διάφορες µετρικές απόστασης για την αξιολόγηση της οµοι-
ότητας µεταξύ των δεδοµένων, όπως η Ευκλείδια απόσταση ή η απόσταση
Manhattan.

Η ιεραρχική συσταδοποίηση ϕέρει αρκετά προτερήµατα, όπως το ότι µπο-
ϱεί να διαχειριστεί µη κυρτές συστάδες καθώς και συστάδες σε διαφορε-
τικά µεγέθη και πυκνότητες. Επίσης, µπορεί να διαχειριστεί δεδοµένα
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Σχήµα 2.11: ∆εντρόγραµµα ιεραρχικής συσταδοποίησης (παράδειγµα)

µε ϑόρυβο. Τέλος, µπορεί να ανακαλύψει την ιεραρχία των δεδοµένων,
πράγµα χρήσιµο για να κατανοηθεί η σχέση µεταξύ των συστάδων.

• Αλγόριθµοι µείωσης διαστάσεων:

Ο χειρισµός δεδοµένων υψηλών διαστάσεων αποτελεί µια πρόκληση στο πεδίο
της µηχανικής µάθησης. Εαν η διάσταση των δεδοµένων αυξηθεί προσθέτοντας
επιπλέον χαρακτηριστικά, τότε το µοντέλο µηχανικής µάθησης ϑα γίνει πιο
περίπλοκο. Το πρόβληµα αυτό συχνά αποκαλείται "η κατάρα της διάστασης"
ή αλλιώς "the curse of dimensionality". Ως εκ τούτου, συχνά προκύπτει η
ανάγκη να µειωθεί ο αριθµός των χαρακτηριστικών, κάτι που δύναται να γίνει
µέσω των τεχνικών µείωσης διαστάσεων.

– Ανάλυση Κύριων Συνιστωσών (Principal Component Analysis): Πρόκει-
ται για µια τεχνική µείωσης διαστάσεων η οποία χρησιµοποιείται γαι να
εξάγει ϐασικές πληροφορές από πολυδιάστατα δεδοµένα. Η Ανάλυση
Κύριων Συνιστωσών έχει σκοπό τον µετασχηµατισµό των δεδοµένων αυ-
τών σε έναν χώρο χαµηλότερων διαστάσεων, διατηρώντας παράλληλα όσο
το δυνατόν περισσότερη πληροφορία. Εν ολίγοις, η PCA συµπιέζει τα
δεδοµένα προσέχοντας να µην χαθεί πολύτιµη πληροφορία, διατηρώντας
την µέγιστη δυνατή διακύµανση των αρχικών δεδοµένων.
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Η PCA λειτουργεί µε την εύρεση των κύριων συνιστωσών των δεδοµένων,
που είναι γραµµικοί συνδυασµοί των αρχικών µεταβλητών. Αρχικά, κα-
νονικοποιεί καθένα από τα χαρακτηριστικά των δεδοµένων, έτσι ώστε να
συνεισφέρουν εξίσου στην ανάλυση. Η κανονικοποίηση για κάθε µεταβλη-
τή επιτυγχάνεται αφαιρώντας τον µέσο όρο από κάθε τιµή και διαιρώντας
µε την τυπική απόκλιση.

z =
x − µ

σ

Εν συνεχεία, υπολογίζει τον πίνακα συνδιακύµανσης (covariance matrix)
για τις µεταβλητές, για να αναγνωριστούν οι µεταβλητές που ίσως συσχε-
τίζονται µεταξύ τους σε µεγάλο ϐαθµό, προσφέροντας ουσιαστικά περιττή
πληροφορία. Ο πίνακας συνδιακύµανσης είναι ένας συµµετρικός πίνα-
κας διαστάσεων p × p, όπου p ο αριθµός των διαστάσεων. Ο πίνακας
συνδιακύµανσης λαµβάνει υπόψιν όλες τις µεταβλητές και ϐρίσκει την
συνδιακύµανση για όλα τα πιθανά Ϲευγάρια.

Για παράδειγµα, ο πίνακας συνδιακύµανσης για τρεις µεταβλητές x, y και
z ϑα είναι της µορφής:

Covariance Matrix =

cov(x, x) cov(x, y) cov(x, z)
cov(y, x) cov(y, y) cov(y, z)
cov(z, x) cov(z, y) cov(z, z)


΄Επειτα, υπολογίζονται οι ιδιοτιµές και τα ιδιοδιανύσµατα του πίνακα δια-
κύµανσης, και ταξινοµούνται κατά ϕθίνουσα σειρά. Με αυτόν τον τρόπο
είναι ταξινοµηµένα µε ϐάση το πόση διακύµανση των αρχικών δεδοµένων
εξηγούν. ΄Ετσι, η πρώτη κύρια συνιστώσα είναι αυτή που εξηγεί την µε-
γαλύτερη διακύµανση, δεύτερη την αµέσως επόµενη και ούτω καθεξής.
΄Οπως ϕαίνεται στην εικόνα 2.12, το ποστοσό της διακύµανσης που εξη-
γείται από κάθε συνιστώσα (component) µπορεί να οπτικοποιηθει µε την
ϐοήθεια ενός ϱαβδογράµµατος. Λαµβάνοντας υπόψιν όλες τις συνιστώσες
δύναται να ανακατασκευάσουµε τα δεδοµένα µε πολύ µεγάλη ακρίβεια.
Τέλος, τα δεδοµένα προβάλονται στον νέο χώρο που δηµιουργήθηκε από
τις επιλεγµένες κύριες συνιστώσες.

΄Ενα ϐασικό προτέρηµα της PCA είναι πως, µετά τον µετασχηµατισµό,
τα δεδοµένα µπορούν να προβληθούν τον χώρο, σε δύο ή και τρεις άξο-
νες, και έτσι να κατανοηθεί και να παρατηρηθεί η δοµή τους και το αν
συµβαίνει κάποιος τυχόν διαχωρισµός.

– t-Distributed Stochastic Neighbor Embedding (t-SNE): Πρόκειται για
άλλη µια µέθοδο µείωσης διαστάσεων. Χρησιµοποιείται συνήθως για την
οπτικοποίηση δεδοµένων υψηλής διάστασης σε έναν χώρο χαµηλότερης
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Σχήµα 2.12: Ραβδόγραµµα διακύµανσης που εξηγείται για κάθε συνιστώσα

διάστασης και προτάθηκε το 2008 από τους Laurens van der Maaten
και Geoffrey Hinton [15]. Αρχικά, το t-SNE υπολογίζει την πιθανότητα
ενός Ϲεύγους σηµείων να γειτνιάζουν µε ϐάση τις αποστάσεις τους. Αυ-
τός ο υπολογισµός εκτελείται για κάθε Ϲεύγος σηµείων χρησιµοποιώντας
την κατανοµή t-Student και έπειτα δηµιουργείται ο χώρος χαµηλότερων
διαστάσεων. Στον νέο αυτό χώρο, κάθε σηµείο αντιπροσωπεύει ένα δε-
ίγµα και οι αποστάσεις κάθε σηµείου µε τα υπόλοιπα υποδηλώνουν την
πιθανότητα να είναι γείτονες στον αρχικό χώρο µεγαλύτερων διαστάσεων.

– ΄Αλλες µέθοδοι µείωσης διαστάσεων: Φυσικά υπάρχουν και άλλες
µέθοδοι µείωσης διαστάσεων, των οποίων οι λεπτοµέρειες υπερβαίνουν το
πλαίσιο της παρούσας διπλωµατικής εργασίας. Επιγραµµατκά ϑα ανα-
ϕερθούν οι πιο γνωστές µέθοδοι όπως η τεχνική UMAP (Uniform Manifold
Approximation and Projection for Dimension Reduction) [16], η τεχνι-
κή ανάλυσης παραγόντων (Factor Analysis) και η ανάλυση γραµµικών
διακρίσεων (Linear Discriminant Analysis - LDA). Συγκεκριµένα, η τε-
λευταία, χρησιµοποιέι την γραµµική διακριτική ανάλυση του Fisher [17]
και ϑεωρείται εξαίρεση καθώς είναι επιβλεπόµενη τεχνική µείωσης δια-
στάσεων, και όχι µη επιβλεπόµενη.

2.4 Τεχνητά Νευρωνικά ∆ίκτυα

2.4.1 Τεχνητοί και ϐιολογικοί νευρώνες

Τα τεχνητά νευρωνικά δίκτυα (Artificial Neural Networks - ANNs) είναι υπολογιστι-
κά µοντέλα τα οποία εµπνεύστηκαν από ϐιολογικά µοντέλα, δηλαδή από τον τρόπο
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Σχήµα 2.13: Αριστερά: Βιολογικός Νευρώνας, δεξιά : τεχνητός νευρώνας

που λειτουργεί ο ανθρώπινος εγκέφαλος. Τα τεχνητά νευρωνικά δίκτυα προσπαθούν
ουσιαστικά να µιµηθούν τον τρόπο που συµπεριφέρονται οι νευρώνες του ανθρώπι-
νου εγκεφάλου. Υπάρχουν σε διάφορες µορφές και ϐρίσκουν εφαρµογές σε µια
πληθώρα προβληµάτων όπως η µηχανική µάθηση, η αναγνώριση προτύπων, η ανα-
γνώριση ϕωνής και η αναγνώριση προσώπων.

Κάθε νευρώνας αποτελείται από τους δενδρίτες, που λειτουργούν ως είσοδος, το
κυρίως σώµα και τον νευροάξονα που συνδέει ένα νευρώνα µε άλλους νευρώνες.
Κάθε νευρώνας µεταφέρει σήµα από τον άξονά του στον δενδρίτη του άλλου νευρώνα.
Το σηµείο που ενώνονται αυτά τα δύο ονοµάζεται σύναψη ή νευροαξονική απόληξη.
Από την άλλη, στα τεχνητά νευρωνικά δίκτυα, κάθε τεχνητός νευρώνας αποτελείται
από πολλαπλές εισόδους xi και µία έξοδο y. Στην εικόνα 2.13 οπτικοποιείται η
αντιστοιχία µεταξύ ενός τεχνητού και ενός ϐιολογικού νευρώνα.

Ο νευρώνας αυτός ονοµάζεται και Single Layer Perceptron ή Perceptron του Ro-
senblatt [18]. Αν και η έννοια του Perceptron επινοήθηκε νωρίτερα από τον Warren
McCulloch και τον Walter Pitts (McCulloch-Pitts neuron) [19], ο Franck Rosenblatt
πρότεινε µια ϐελτιωµένη έκδοσή του το 1957.

Το perceptron λαµβάνει πολλές εισόδους x1, x2, ...xn, καθώς και έναν όρο "πόλωσης"
(bias term) x0. Καθεµία από τις εισόδους πολλαπλασιάζεται µε ένα ϐάρος wi, ενώ η
πόλωση πολλαπλαζεται µε ένα ϐάρος w0 = −θ και αµέσως αθροίζονται. Στο τέλος το
άθροισµα αυτό περνάει από µια συνάρτηση ενεργοποίησης φ και έτσι λαµβάνουµε
την τελική έξοδο y.

yk = φ(
n∑
i=1

xiwi + bk)

όπου bk η τελική πόλωση.
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Σχήµα 2.14: Γραφική αναπαράσταση σιγµοειδούς συνάρτησης

2.4.2 Συναρτήσεις ενεργοποίησης (Activation functions)

Οι συναρτήσεις ενεργοποίησης είναι αναπόσπαστο κοµµάτι των τεχνητών νευρωνικών
δικτύων, καθώς αποτελούν την µαθηµατική περιγραφή του τρόπου µε τον οποίο οι
νευρώνες ανταποκρίνονται στο συνολικό ερέθισµα που λαµβάνουν και παράγουν
την έξοδο τους. Οι συναρτήσεις ενεργοποίησης είναι υπεύθυνες για την εισαγωγή
µη γραµµικότητας (nonlinearity) στα τεχνητά νευρωνικά δίκτυα και επιτρέπουν να
µοντελοποιηθούν πιο περίπλοκες συµπεριφορές.

Μερικές απο τις πιο γνωστές συναρτήσεις ενεργοποίησης αποτελούν οι συναρτήσεις
που αναφέρονται παρακάτω.

• Σιγµοειδής (Sigmoid): Πρόκειται για µια µη γραµµική συνάρτηση η οποία
παράγει ως έξοδο έναν αριθµό στο διάστηµα [0,1]. Το όνοµα της προέρχεται
από την µορφή της γραφικής της παράστασης (εικόνα 2.14), η οποία µοιάζει
µε το αγγλικό γράµµα "S". ∆ίνεται από την εξίσωση

f (x) = σ(x) =
1

1 + e−x

και χρησιµοποιείται συχνά σε προβλήµατα ταξινόµησης όπου η έξοδος πρέπει
να ερµηνευθεί ως πιθανότητα.

• Συνάρτηση Softmax: Η συνάρτηση ενεργοποίησης Softmax χρησιµοποιείται
συνήθως στο τελευταίο στρώµα ενός τεχνητού νευρωνικού δικτύου, ιδίως σε
προβλήµατα ταξινόµησης πολλαπλών ετικετών (multi-class classification), µε
σκοπό να παράγει την πιθανότητα κάθε κλάσης.

σ(x)i =
exi∑K
j=1 e

xj
, για i = 1,2, . . . , K

όπου Κ είναι ο αριθµός των κλάσεων. Η softmax µετατρέπει την είσοδό της
σε ένα διάνυσµα µε στοιχεία στο [0,1] τα οποία αθροίζουν στο 1. ΄Ετσι, κάθε
στοιχείο του διανύσµατος αυτού δείχνει την πιθανότητα της εισόδου να ανήκει
στην κλάση i.
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Σχήµα 2.15: Γραφική αναπαράσταση συνάρτησης softmax

Σχήµα 2.16: Γραφική αναπαράσταση συνάρτησης TanH

• Συνάρτηση ενεργοποίησης υπερβολικής εφαπτοµένης (TanH): Είναι µια
συνάρτηση ενεργοποίησης παρόµοια µε την σιγµοειδή, ωστόσο παράγει έξοδο
στο διάστηµα [-1, 1]. Η µορφή της είναι επίσης σιγµοειδής αλλά η κλιση της
αλλάζει στα όρια του εύρους. Η συνάρτηση αυτή είναι χρήσιµη σε προβλήµατα
που απαιτούν ενεργοποίηση η οποία να καλύπτει ένα µεγαλύτερο εύρος τιµών.

f (x) = σ(x) =
ex − e−x

ex + e−x

• Συνάρτηση Ενεργοποίησης ReLU (Rectified Linear Unit): Η συνάρτη-
ση ReLU είναι µια απλή και αποτελεσµατική συνάρτηση η οποία εφαρµόζει
γραµµική ενεργοποίηση για ϑετικές εισόδους και µηδενική ενεργοποίηση για
αρνητικές εισόδους. Η συνάρτηση ReLU έχει ως κύριο προτέρηµα πως είναι
γρήγορη και δίνεται από την ακόλουθη εξίσωση:

f (x) = max(0, x)

• Συνάρτηση Ενεργοποίησης Leaky ReLU (Leaky Rectified Linear Unit):
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Σχήµα 2.17: Γραφική αναπαράσταση ReLU

Σχήµα 2.18: Γραφική αναπαράσταση Leaky ReLU

Πρόκειται για µια παραλλαγή της συνάρτησης ενεργοποίησης ReLU, µόνο που
αντί για έξοδο 0 στις αρνητικές εισόδους δίνει την τιµή εισόδου πολλαλασια-
σµένη µε µια τιµή α. Προσθέτει, δηλαδή, µια ελαφριά κλίση στην πλερά των
αρνητικών τιµών. ∆ίνεται από την εξίσωση:

f (x) =

x, αν x ≥ 0
αx, για κάθε άλλη περίπτωση

2.4.3 Perceptron πολλαπλών επιπέδων (Multilayer Perceptron
- MLP)

Το Perceptron πολλαπλών επιπέδων (Multilayer Perceptron) είναι ένα είδος τεχνη-
τού νευρωνικού δικτύου το οποίο αποτελείται από πολλαπλά επίπεδα ή στρώµατα
perceptrons. Είναι το πιο κοινό και δηµοφιλές µοντέλο νευρωνικών δικτύων και
χρησιµοποιείται εξίσου σε προβλήµατα ταξινόµησης αλλά και παλινδρόµησης.

Το MLP αποτελείται από τρία ϐασικά στοιχεία : το στρώµα εισόδου input layer, ένα
ή παραπάνω κρυφά στρώµατα (hidden layers) και το στρώµα εξόδου (output layer)
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(εικόνα 2.20). Κάθε επίπεδο αποτελείται από πολλούς νευρώνες ή κόµβους (δηλαδή
απλά perceptrons) και οι νευρώνες κάθε στρώµατος συνδέονται µε τους νευρώνες
του επόµενου και του προηγούµενου στρώµατος. Κάθε σύνδεση έχει και το δικό της
ϐάρος w. Συνήθως κάθε κόµβος ενός στρώµατος συνδέεται µε όλους τους κόµβους
του επόµενου και σε αυτή την περίπτωση έχουµε ένα πλήρως συνδεδεµένο δίκτυο
(fully connected), ενώ σε άλλες περιπτώσεις µπορεί να είναι µερικώς συνδεδεµένο
(partially connected).

Κατά την διαδικασία εκπαίδευσης, το MLP δέχεται τα δεδοµένα ως είσοδο και προ-
σπαθεί να προσαρµόσει ανάλογα τα ϐάρη των νευρώνων για να µειώσει το σφάλµα
της πρόβλεψης. Η διαδικασία αυτή λαµβάνει χώρα µε έναν αλγόριθµο που ονο-
µάζεται οπισθοδιάδοση ή κοινώς backpropagation, και επαναλαµβάνεται αρκετές
ϕορές µέχρι ή µέχρι να επιτευχθεί σύγκλιση. Ο αριθµός αυτών των επαναλήψεων
ονοµάζεται εποχές (epochs).

2.4.4 Αλγόριθµος οπισθοδιάδοσης (Backpropagation)

Ο αλγόριθµος οπισθοδιάδοσης, ο οποίος χρησιµοποιείται κατά τη διάρκεια εκπα-
ίδευσης ενός ΤΝ∆, είναι µια µέθοδος η οποία ανανεώνει τα ϐάρη του ΤΝ∆ έχοντας ως
στόχο την ελαχιστοποίηση της συνάρτησης κόστους για να παράγει ακριβή αποτε-
λέσµατα. Ο αλγόριθµος οπισθοδιάδοσης ϐασίζεται στον κανόνα της αλυσίδας (chain
rule) της ϑεωρίας παραγώγων. Η ϐασική ιδέα είνα να υπολογιστούν οι παράγωγοι
του κόστους ως προς τα ϐάρη του δικτύου ξεκινώντας απο το στρώµα εξόδου και µε
κατεύθυνση προς τα πίσω µέσω των κρυφών στρωµάτων.

Ο αλγόριθµος εκτελείται σε δύο στάδια. Το πρώτο στάδιο είναι η διάδοση προς
τα εµπρός (forward pass), όπου όλα τα δεδοµένα εισόδου εισάγονται στο δίκτυο και
υπολογίζονται οι έξοδοι. Κατά τη διάρκεια της διαδικασίας αυτής όλες οι ενδιάµεσες
τιµές αποθηκεύονται προσωρινά. Το δεύτερο στάδιο περιλαµβάνει την διάδοση προς
τα πίσω (backward pass), όπου υπολογίζονται οι παράγωγοι του σφάλµατος ως προς
τα ϐάρη του δικτύου. Αυτές οι παράγωγοι χρησιµοπιούνται για να ενηµερωθούν τα
ϐάρη µέσω κάποιου αλγορίθµου, όπως ο αλγόριθµος gradient descent. Μετά από
αρκετές εµπρόσθιες και οπίσθιες διαδόσεις το δίκτυο µαθαίνει προσαρµόζοντας τα
ϐάρη διαρκώς µε σκοπό να ελαχιστοποιηθεί το σφάλµα.

Ο αλγόριθµος gradient descent, ως µέθοδος, εκµεταλλεύεται την παράγωγο της
συνάρτησης κόστους µε σκοπό να προσαρµόσει τα ϐάρη µε τέτοιο τρόπο έτσι ώστε να
ϕτάσει το κόστος στο ελάχιστο. Αρχικά, προϋποθέτει η συνάρτηση κόστους να είναι
παραγωγίσιµη και κυρτή. Ως ξεκίνηµα, ϑέτονται τυχαία ϐάρη και υπολογίζεται η
παράγωγος σε εκείνο το σηµείο. ΄Επειτα, γίνεται ένα ϐήµα προς την αντίθετη ϕορά
της παραγώγου, δηλαδή προς την ϕορά που η συνάρτηση κόστους ελαχιστοποιείται.
΄Ετσι, ενηµερώνονται τα ϐάρη µε έναν ϱυθµό µάθησης (learning rate).

Ο αλγόριθµος gradient descent υπάρχει σε διάφορες παραλλαγές όπως είναι ο
στοχαστικός gradient descent, ο οποίος λαµβάνει υπόψιν µόνο ένα τυχαίο δείγµα
κάθε ϕορά, και ϐρίσκει την παράγωγο για αυτό. Μια άλλη παραλλαγή είναι ο Batch
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Σχήµα 2.19: Παράδειγµα πορείας του gradient descent σε σχέση µε διάφορα lear-
ning rates

Gradient Descent, ο οποίος λαµβάνει υπόψιν όλα τα δεδοµένα σε κάθε ϐήµα και
παίρνει τον µέσο όρο των παραγώγων για να ενηµερώσει τα ϐάρη. Τέλος, υπάρ-
χει και ο Mini Batch Gradient Descent, κατά τον οποίο λαµβάνεται υπόψιν ένας
προκαθορισµένος αριθµός δειγµάτων, δηλαδή ένα µέρος των δεδοµένων.

2.4.5 Συναρτήσεις κόστους (Loss Functions)

΄Οπως έγινε κατανοητό και από το προηγούµενο υποκεφάλαιο, η συνάρτηση κόστους
παίζει σηµαντικό ϱόλο στο πώς ϑα εκπαιδευθεί το ΤΝ∆. Επί της ουσίας, µια συνάρτη-
ση κόστους υπολογίζει την διαφορά µεταξύ της προβλεπόµενης και της πραγµατικής
τιµής. Παρακάτω αναγράφονται οι πιο διαδεδοµένες και ευρέως χρησιµοποιούµενες
συναρτήσεις κόστους.

• Μέσο Τετραγωνικό Σφάλµα (Mean Squared Error): Χρησιµοποιείται σε
προβλήµατα παλινδρόµησης και υπολογίζεται ως ο µέσος όρος των τετραγώνων
των διαφορών µεταξύ πραγµατικής και προβλεπόµενης τιµής. ∆ίνεται από τον
τύπο:

MSE =
1
n

n∑
i=1

(yi − ŷi)2

όπου n ο αριθµός των δεδοµένων, yi η πραγµατική τιµή και ŷi η προβλεπόµενη
τιµή.

• Μέσο Απόλυτο Σφάλµα (Mean Absolute Error): Χρησιµοποιείται επίσης σε
προβλήµατα παλινδρόµησης και υπολογίζεται ως ο µέσος όρος των απόλυτων
διαφορών µεταξύ πραγµατικής και προβλεπόµενης τιµής.

MAE =
1
n

n∑
i=1

|yi − ŷi |

• Huber loss: Χρησιµοποιείται επίσης για προβλήµατα παλινδρόµησης και είναι
λιγότερο ευαίσθητη σε ακραίες τιµές.
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Σχήµα 2.20: Multi-Layer Perceptron

Loss =

1
2 (yi − ŷi)2 αν |yi − ŷi | ≤ δ
δ|yi − ŷi | −

1
2δ

2 αλλιώς

• Cross Entropy Loss: Είναι επίσης γνωστή και ως Log Loss και χρησιµοποιε-
ίται κατά κόρον σε προβλήµατα (δυαδικής) ταξινόµησης. Για να υπολογιστεί,
ϑα πρέπει η έξοδος του ΤΝ∆ να είναι κάποια πιθανότητα πρόβλεψης µε τιµή
από 0 έως και 1.

Loss = −
1
n

n∑
i=1

[
yi log(ŷi) + (1 − yi) log(1 − ŷi)

]
΄Οσο µικρότερη cross-entropy loss έχει ένα µοντέλο, τόσο καλύτερο είναι, αφού
η πιθανότητα της πρόβλεψης πλησιάζει στην πραγµατική τιµή.

• Categorical Cross Entropy Loss: Χρησιµοποιείται για προβλήµατα ταξι-
νόµησης πολλαπλών κλάσεων, όπου η έξοδος του ΤΝ∆ είναι πολλαπλές κλάσεις.

CCE = −
1
n

n∑
i=1

C∑
j=1

yij log(ŷij)
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όπου C είναι ο αριθµός των κλάσεων.

2.4.6 Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Ne-
tworks - CNN)

Τα συνελικτικά τεχνητά νευρωνικά δίκτυα είναι ένας τύπος ΤΝ∆ που χρησιµοποε-
ίται κατά κόρον για µάθηση µε τη χρήση εικόνων. ΄Οπως υποδεικνύει και το όνοµα
τους, χρησιµοποιούν συνέλιξη αντί για πολλαπλασιασµό σε τουλάχιστον ένα κρυφό
στρώµα τους. Η συνέλιξη είναι µια πράξη η οποία συνδυάζει µια µικρή περιοχή των
δεδοµένων µε ένα ϐάρος (ή πυρήνα - kernel) και παράγει έναν άλλο πίνακα. Οι
συνελίξεις εφαρµόζονται στα δεδοµένα µε επαναληπτικό τρόπο και καταφέρνουν να
εξάγουν διάφορα χαρακτηριστικά από την εικόνα. Τα CNN είναι ειδικά σχεδιασµένα
για να δέχονται δεδοµένα µε εικονοστοιχεία και ϐρίσκουν εφαρµογές στην ταξινόµη-
ση εικόνων, στην ανίχνευση προσώπων, καθώς και στην επεξεργασία ϐίντεο.

Το κύριο δοµικό στοιχείο ενός συνελικτικού τεχνητού νευρωνικού δικτύου είναι
το στρώµα συνέλιξης (convolution layer). Αυτό το στρώµα υπολογίζει το εσωτερικό
γινόµενο δύο πινάκων, δηλαδή µεταξύ του πίνακα παραµέτρων (ϕίλτρο ή πυρήνας -
kernel) οι οποίες ϱυθµίζονται κατά την εκπαίδευση, και του πίνακα που υποδεικνύει
ένα µέρος της εικόνας, δηλαδή τις τιµές των εικονοστοιχείων της.

Κατά την εµπρόσθια διάδοση, το ϕίλτρο κινείται κατά µήκος και ύψος της εικόνας
και συνελίσσεται, παράγοντας έτσι τον λεγόµενο "χάρτη χαρακτηριστικών" (feature
map). Το διάστηµα κατά το οποίο κινείται το ϕίλτρο ονοµάζεται stride. Κάθε ϕορά, το
ϕίλτρο πολλαπλασιάζει τις τιµές των pixel της εικόνας που καλύπτει µε τις αντίστοιχες
τιµές των ϐαρών του. Οι πολλαπλασιασµένες τιµές προστίθενται και ο αθροιστής
παράγει την τελική τιµή εξόδου.

Η συνέλιξη της εικόνας δίνεται από τον παρακάτω τύπο:

G[m, n] = (f ∗ h)[m, n] =
∑
j

∑
k

h[j, k]f [m − j, n − k]

όπου η εικόνα εισόδου συµβολίζεται µε f και ο πυρήνας µε h, ενώm και n αφορούν
τις γραµµές και τις στήλες που αντιστοιχούν στην περιοχή της εικόνας.

Μετά τη συνέλιξη, εφαρµόζεται µια συνάρτηση ενεργοποίησης (όπως η σιγµοει-
δής ή η ReLU) στον χάρτη χαρακτηριστικών για να εισαγάγει µη γραµµικότητα στο
δίκτυο. Στην συνέχεια η διαδικασία της συνέλιξης επαναλαµβάνεται για όλα τα ϕίλ-
τρα σε ένα στρώµα, παράγοντας έναν νέο χάρτη χαρακτηριστικών για κάθε ϕίλτρο.
Αυτός ο νέος χάρτης χαρακτηριστικών είναι η είσοδος στο επόµενο στρώµα του CNN,
όπου η διαδικασία επαναλαµβάνεται. Μέσω αυτής της διαδικασίας, το CNN είναι σε
ϑέση να εξάγει χαρακτηριστικά από την εικόνα.

΄Ενα κύριο πλεονέκτηµά τους είναι πως µπορούν να αναγνωρίσουν τοπικά χα-
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Σχήµα 2.21: Γραφική αναπαράσταση της διαδικασίας συνέλιξης

ϱακτηριστικά σε µια εικόνα, χωρίς να επηρεάζονται από την ϑέση τους. Είναι,
δηλαδή, ανθεκτικά στην µετατόπιση, την αλλοίωση και την αλλαγή κλίµακας των
δεδοµένων εισόδου. Επίσης, τα CNN περιέχουν συνήθως στρώµατα που εκτελούν
υπο-δειγµατοληψία (pooling layers), τα οποία µειώνουν το µέγεθος των χαρακτηρι-
στικών, χωρίς να χάνεται σηµαντική πληροφορία.

Υπάρχουν διάφορες τεχνικές για να εφαρµοστεί υπο-δειγµατοληψία, όπως εξηγε-
ίται και στην εικόνα 2.22. Για παράδειγµα, ξεκινώντας από έναν πίνακα 5 × 5 µπο-
ϱούµε να πάµε σε έναν πίνακα 2×2 χωρίζοντας αρχικά τον πίνακα σε 4 υπο-πίνακες,
ο καθένας από τους οποίους σηµειώνεται µε ένα µοναδικό χρώµα. Ο διαχωρισµός
αυτός γίνεται αρχικά ϐάσει των παραµέτρων pool size, δηλαδή πόσο µεγάλος ϑα
είναι ο υπο-πίνακας, και stride, δηλαδή µε ποιο ϐήµα ϑα κινείται µέσα στην εικόνα.
Εν συνεχεία, για καθέναν από τους υπο-πίνακες ϐρίσκεται είτε το µέγιστο ή ελάχι-
στο στοιχείο, είτε ο µέσος όρος των στοιχείων. ΄Εχουµε, δηλαδή max pooling, min
pooling και average pooling αντίστοιχα.

Το µέγεθος του πίνακα που ϑα προκύψει µετά από το pooling δίνεται από τον
παρακάτω τύπο:
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Σχήµα 2.22: Είδη στρωµάτων Pooling

Wout =
W − F

S
+ 1

όπου W το µέγεθος του πίνακα, F το µέγεθος του ϕίλτρου pooling και S το stride,
δηλαδή το ϐήµα που κινείται πάνω στον πίνακα. Ακολουθώντας το παράδειγµα της
εικόνας 2.22, ένας πίνακας 5×5 ϑα γίνει 2×2 µε stride 2 και ϕίλτρο 3×3 γιατί

Wout =
5 − 3

2
+ 1 = 2

2.4.7 Επαναλαµβανόµενα Νευρωνικά ∆ίκτυα (Recurrent Neural
Networks - RNN)

Τα επαναλαµβανόµενα τεχνητά νευρωνικά δίκτυα είναι ένας τύπος ΤΝ∆ που χρησι-
µοποιούνται κυρίως για επεξεργασία και µάθηση δεδοµένων σε µορφή ακολουθίας,
όπως οι χρονολογικές σειρές (time series). Σε αντίθεση µε τα κλασικά νευρωνικά
δίκτυα τα οποία λαµβάνουν υπόψιν την είσοδο και παράγουν έξοδο για τη δεδοµένη
χρονική στιγµή, τα επαναλαµβανόµενα ΤΝ∆ επιτρέπουν την επεξεργασία της εισόδου
µε ϐάση την πληροφορία που έχει αποθηκευθεί από προηγούµενες χρονικές στιγ-
µές. Ουσιαστικά, επιτρέπουν στην έξοδο ενός νευρώνα να επηρεάσει την είσοδο που
ακολουθεί στους ίδιους νευρώνες.

Τα RNN ϐρίσκουν εφαρµογή σε προβλήµατα που σχετίζονται µε δεδοµένα σε α-
κολουθιακή µορφή, όπως η αναγνώριση και πρόβλεψη της τιµής µίας µετοχής, η
αναγνώριση ϕωνής και η αυτόµατη µετάφραση.

2.4.8 ∆ίκτυα µακράς ϐραχυπρόθεσµης µνήµης (Long Short-Term
Memory networks - LSTM)

Τα δίκτυα µακράς ϐραχυπρόθεσµης µνήµης (Long Short-Term Memory (LSTM))
είναι µια παραλλαγή των επαναλαµβανόµενων νευρωνικών δικτύων η οποία προ-
τάθηκε το 1997 από τους Sepp Hochreiter και Jürgen Schmidhuber [20]. Τα LSTM
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είναι εξίσου ιδανικά για την µάθηση δεδοµένων σε µορφή ακολουθίας και είναι ικα-
νά να µάθουν µακροπρόθεσµες εξαρτήσεις σε αυτά. Σε αντίθεση µε τα παραδοσιακά
RNN, τα LSTM έχουν µια πρόσθετη κυψέλη µνήµης (memory cell) η οποία τους
επιτρέπει να διατηρούν πληροφορίες για περισσότερα χρονικά ϐήµατα.

Τα LSTM αποτελούνται από το κελί µνήµης (memory cell), µία πύλη εισόδου
(input gate), µία πύλη εξόδου (output gate) και µία πύλη λήθης (forget gate). Το
κελί µνήµης "ϑυµάται" δεδοµένα για ένα απροσδιόριστο χρονικό διάστηµα και οι
τρεις προαναφερθείσες πύλες ελέγχουν την πληροφορία από και προς αυτό. Οι
πύλες λήθης αποφασίζουν ποιά πληροφορία ϑα ξεχαστεί από τη µνήµη, ενώ η πύλη
εισόδου αποφασίζει αντίστοιχα τι ϑα αποθηκευτεί. Τέλος, η πύλη εξόδου αποφασίζει
ποιες πληροφορίες ϑα ϐγουν από το κελί µνήµης.

Τα LSTM αποτελούνται από:

• Πύλη λήθης (forget gate): Η πύλη λήθης αποφασίζει ποια πληροφορία ϑα
διαγραφεί από τη µνήµη. Αυτό είναι χρήσιµο για να διαγραφούν από την
µνήµη οι πληροφορίες που δεν είναι πλέον χρήσιµες ή µπορεί να είναι άσχετες
µε την τρέχουσα ακολουθία δεδοµένων.

ft = σ(Wixt + Uf ht−1 + bf )

όπου ht−1 η έξοδος της προηγούµενης χρονικής στιγµής.

• Πύλη εισόδου (input gate): Οι πύλες εισόδου αποφασίζουν ποιες πληροφο-
ϱίες ϑα αποθηκευτούν στην µνήµη µε ϐάση την προηγούµενη τιµή εξόδου και
την νέα τιµή εισόδου.

it = σ(Wixt + Uiht−1 + bi)

c̃x = tanh(WcXt + Ucht−1 + bc)

• Πύλη εξόδου (output gate): Οι πύλες εξόδου καθορίζουν ποιες πληροφορίες
ϑα εξέλθουν από το LSTM και προωθούνται προς την επόµενη µονάδα.

ot = σ(Woxt + Uoht−1 + bo)

ht = ot · tanhct(hidden state)

• Κελί µνήµης (memory cell): Το κελί µνήµης χρησιµοποιείται για να απο-
ϑηκεύει και να επιλέγει πληροφορίες που είναι σηµαντικές για µελλοντική
χρήση.
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Σχήµα 2.23: Απεικόνιση δικτύου LSTM

ct = ft · ct−1 + it · c
′
t

2.4.9 Autoencoders

΄Ενας autoencoder 1 αποτελεί ένα ΤΝ∆ το οποίο χρησιµοποιείται για µη επιβλεπόµε-
νη µάθηση. Πιο συγκεκριµένα, χρησιµοποιείται για την εκµάθηση δεδοµένων και
την µείωση της διάστασης των εισερχοµένων δεδοµένων σε έναν χαµηλότερο χώρο.
Οι autoencoders αποτελούνται από δύο κύρια µέρη: τον κωδικοποιητή (encoder)
και τον αποκωδικοποιητή (decoder). Ο κωδικοποιητής αναλαµβάνει τη µείωση της
διάστασης των εισερχοµένων δεδοµένων σε έναν χαµηλότερο χώρο, ενώ ο αποκωδι-
κοποιητής αναλαµβάνει την αποκωδικοποίηση αυτής της αναπαράστασης πίσω στον
αρχικό χώρο.

Στα απλά νευρωνικά δίκτυα, η διαδικασία της εκπαίδευσης γίνεται έχοντας ως
στόχο τις ετικέτες των δεδοµένων (π.χ. σε µια δυαδική ταξινόµηση e-mail οι ετι-
κέτες είναι spam ή not spam. Αντιθέτως, οι autoencoders δεν δέχονται ετικέτες ως
στόχο, αλλά αναδηµιουργήσουν τα ήδη υπάρχοντα δεδοµένα µε µια πιο περιορι-
σµένη και συµπιεσµένη αναπαράσταση, αντλώντας έτσι τις κύριες χαρακτηριστικές
πληροφορίες από την είσοδο.

Οι autoencoders χρησιµοποιούνται σε πολλούς τοµείς, όπως η µείωση της διάστα-
σης των δεδοµένων και η αναγνώριση προτύπων. Επίσης, αποτελούν σηµαντικό
εργαλείο για την ανάκτηση πληροφορίας από ακουστικά ή οπτικά σήµατα.

1Στα ελληνικά συναντάται σπάνια και ως ¨αυτοκωδικοποιητής¨, αλλά η αγγλική ορολογία είναι η
επικρατέστερη
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Σχήµα 2.24: Η δοµή ενός autoencoder
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2.5 Transfer Learning

Το transfer learning αποτελεί µια ισχυρή τεχνική στον χώρο της µηχανικής µάθη-
σης και της τεχνητής νοηµοσύνης. Η ουσία του ϐασίζεται στην ιδέα ότι τα νευρωνικά
δίκτυα που έχουν εκπαιδευτεί για ένα πρόβληµα, µπορούν να µεταφερθούν και να
χρησιµοποιηθούν για να λύσουν άλλα προβλήµατα. Αντί να εκπαιδεύει ένα νέο
µοντέλο από την αρχή, το transfer learning χρησιµοποιεί την προηγούµενη εκπα-
ίδευση ως αφετηρία και προσπαθεί να προσαρµόσει τη µάθηση στο νέο πρόβληµα.
Η µέθοδος αυτή αξιοποιείται σε διάφορους κλάδους, όπως η ταξινόµηση κειµένου,
η ϱοµποτική, ή ακόµα και η υγεία.

΄Ενα από τα ϐασικά πλεονεκτήµατα του transfer learning είναι η εξοικονόµηση
χρόνου και πόρων. Αντί να ξεκινήσουµε από το µηδέν και να εκπαιδεύσουµε ένα
µοντέλο από την αρχή, µπορούµε να ξεκινήσουµε µε ένα προεκπαιδευµένο µοντέλο
που έχει ήδη µάθει πολλά χαρακτηριστικά από δεδοµένα παρόµοια µε αυτά που
µας αφορούν. Από εκεί, µπορούµε να προσαρµόσουµε το µοντέλο για να λύσει το
συγκεκριµένο πρόβληµα.

Το transfer learning εφαρµόζεται πολύ συχνά στον τοµέα της υπολογιστικής όρα-
σης. Υπάρχουν αρκετά προεκπαιδευµένα µοντέλα τα οποία χρησιµοποιούνται ευ-
ϱέως για αναγνώριση εικόνων, ταξινόµηση αντικειµένων ή ακόµα και τµηµατοποίηση
εικόνων. ΄Ενα από αυτά είναι το VGG [21], το οποίο πέτυχε 92.7 % ορθότητα στο
σετ εικόνων ImageNet το οποίο περιέχει 14 εκατοµµύρια εικόνες 1000 κλάσεων.
΄Ενα άλλο γνωστό µοντέλο είναι το AlexNet [22], το οποίο είναι ένα CNN 62.3 εκα-
τοµµυρίων παραµέτρων. Τέτοια προεκπαιδευµένα τεχνητά νευρωνικά δίκτυα, και
ειδικότερα CNN, έχουν εφαρµοσθεί σε ποικίλα πεδία όπως η ανίχνευση κακόβουλων
bots, ή αλλιώς spambots, στο Twitter [23], η ανίχνευση άνοιας από την οµιλία [24],
και η ανίχνευση της επιληψίας [25].

2.6 Επιλογή Χαρακτηριστικών

Η επιλογή χαρακτηριστικών (feature selection) αναφέρεται στην διαδικασία κατά την
οποία επιλέγεται ένα υποσύνολο χαρακτηριστικών από το σετ δεδοµένων. Η επιλογή
αυτή γίνεται ϐάσει της πληροφορίας της οποίας παρέχουν στο πρόβληµα προς επίλυ-
ση. Αν επιλεχθεί το σωστό σετ χαρακτηριστικών, τότε ο χρόνος µάθησης µειώνεται,
ενώ η απόδοση αυξάνεται. Ταυτόχρονα, µπορεί να αποφευχθεί το overfitting και να
ϐελτιωθεί η ερµηνευσιµότητα του µοντέλου. ΄Ενα µοντέλο ορίζεται ως ερµηνεύσιµο
όταν οι προβλέψεις του µπορούν να ερµηνευθούν από τους ανθρώπους και µπορεί
να κατανοηθεί η αιτία της κάθε πρόβλεψης.

Οι µέθοδοι επιλογής χαρακτηριστικών µπορούν να χωριστούν σε τρεις κατηγο-
ϱίες : τις µεθόδους ϕιλτραρίσµατος (filter methods), τις ενσωµατωµένες µεθόδους
(embedded methods) και τις µεθόδους περιτυλίγµατος (wrapper methods).

44



2.6.1 Μέθοδοι Φιλτραρίσµατος (Filter methods)

Οι µέθοδοι ϕιλτραρίσµατος αξιολογούν την σχέση των χαρακτηριστικών χωρίς να
λαµβάνεται υπόψιν το µοντέλο µηχανικής µάθησης. Εν αντιθέσει, χρησιµοποιείται
η τιµή διαφόρων στατιστικών τεστ για να αποφασιστεί η σχέση τους µε την τιµή
εξόδου.

Παρακάτω αναφέρονται κάποια από αυτά τα στατιστικά τεστ τα οποία χρησιµο-
ποιούνται σε αυτή την περίπτωση:

• Συσχέτιση Pearson:

rxy =

∑n
i=1(xi − x̄)(yi − ȳ)√∑n

i=1(xi − x̄)2
√∑n

i=1(yi − ȳ)2

• Συσχέτιση Spearman:

ρ = 1 −
6
∑
d2
i

n(n2 − 1)

• Αµοιβαία Πληροφορία (Mutual Information): Είναι µια µη αρνητική τιµή
η οποία µετράει την εξάρτηση δύο µεταβλητών. Η αµοιβαία πληροφορία δύο
διακριτών µεταβλητών Χ και Υ δίνεται από τον παρακάτω τύπο.

I(X ;Y ) =
∑
x∈X

∑
y∈Y

P(x, y) log
(
P(x, y)
P(x)P(y)

)

• Chi-squared test (χ2): Χρησιµοποιείται για να αξιολογήσει αν υπάρχει στα-
τιστικά σηµαντική συσχέτιση µεταξύ δύο ποιοτικών µεταβλητών. Είναι επίσης
γνωστό ως τεστ ανεξαρτησίας χ2.

χ2 =
∑ (Oi − Ei)2

Ei

όπου Ο είναι οι συχνότητες που παρατηρούνται και Ε οι αναµενόµενες συ-
χνότητες των µεταβλητών.

• Relief [26]: Πρόκειται για µια µέθοδο ϕιλτραρίσµατος η οποία αρχικά επιλέγει
ένα τυχαίο δείγµα από τα δεδοµένα και έπειτα υπολογίζει τις αποστάσεις µετα-
ξύ αυτού του δείγµατος και όλων των άλλων δειγµάτων στο σύνολο δεδοµένων.
Οι αποστάσεις υπολογίζονται τόσο για περιπτώσεις της ίδιας κλάσης (ϑετικές
περιπτώσεις) όσο και για περιπτώσεις διαφορετικών κλάσεων (αρνητικές περι-
πτώσεις). Για κάθε χαρακτηριστικό του δείγµατος, ο αλγόριθµος ενηµερώνει
το ϐάρος µε ϐάση τις διαφορές µεταξύ των τιµών των χαρακτηριστικών του και
των πλησιέστερων ϑετικών (near hits) και αρνητικών δειγµάτων (near misses)

45



για αυτό το χαρακτηριστικό. Ο στόχος είναι να αυξηθεί το ϐάρος των χαρα-
κτηριστικών που συµβάλλουν στη σωστή ταξινόµηση (έχουν παρόµοιες τιµές
µε κοντινά ϑετικά δείγµατα) και να µειωθεί το ϐάρος για τα χαρακτηριστικά
που προκαλούν εσφαλµένη ταξινόµηση (έχουν διαφορετικές τιµές από κοντινά
αρνητικά δείγµατα).

Η διαδικασία αυτή επαναλαµβάνεται είτε για έναν συγκεκριµένο αριθµό επα-
ναλήψεων, είτε µέχρι να έχουν ληφθεί υπόψιν όλα τα δείγµατα. Μετά την
ολοκλήρωση των επαναλήψεων, ο αλγόριθµος ταξινοµεί τα χαρακτηριστικά
µε ϐάση τα συνολικά ϐάρη τους. Τα χαρακτηριστικά µε µεγαλύτερα ϐάρη
ϑεωρούνται πιο σχετικά για την ταξινόµηση, ενώ αυτά µε χαµηλότερα ϐάρη
ϑεωρούνται λιγότερο σηµαντικά. ΄Επειτα, µε ϐάση την κατάταξη των χαρα-
κτηριστικών, ο αλγόριθµος µπορεί στη συνέχεια να επιλέξει ένα υποσύνολο
χαρακτηριστικών που ϑα χρησιµοποιηθεί για την κατασκευή του µοντέλου τα-
ξινόµησης. Ο χρήστης µπορεί να αποφασίσει τον αριθµό των χαρακτηριστικών
που ϑα διατηρηθούν, όπως για παράδειγµα τα δέκα πρώτα, τα πέντε πρώτα
κ.ο.κ.

Ο αλγόριθµος Relief είναι επωφελής, καθώς µπορεί να χειριστεί τόσο συνε-
χή όσο και χαρακτηριστικά µε κατηγορίες και λαµβάνει υπόψη τις αλληλεπι-
δράσεις µεταξύ των χαρακτηριστικών. Ωστόσο, απαιτεί πολλές επαναλήψεις,
καθιστώντας τον υπολογιστικά ακριβό για µεγάλα σύνολα δεδοµένων.

• ReliefF [27]: Πρόκειται για µια ϐελτιωµένη µορφή του Relief [26], η οποία
υπολογίζει τις αποστάσεις από τα κοντινότερα δείγµατα χρησιµοποιώντας την
απόσταση Manhattan και την Ευκλείδια νόρµα, αλλά και χρησιµοποιεί την
απόλυτη διαφορά των near hits και near misses ως οδηγό για την αλλαγή των
ϐαρών. Ο αλγόριθµος ReliefF εφαρµόζεται επίσης σε λειψά δεδοµένα.

Ο αλγόριθµος Relief συναντάται σε πολλές παραλλαγές, όπως ο RRELIEFF
[28], ο Relieved-F [29], ο TuRF (Tuned ReliefF) [30] και ο SURF (Spatially
uniform relieff) [31].

Οι µέθοδοι ϕιλτραρίσµατος είναι πιο γρήγορες από άποψη πολυπλοκότητας χρόνου
και είναι λιγότερο επιρρεπείς στο overfitting.

2.6.2 Ενσωµατωµένες Μέθοδοι (Embedded methods):

Οι ενσωµατωµένες µέθοδοι εκµεταλλεύονται την διαδικασία εκπαίδευσης του µο-
ντέλου για την επιλογή των χαρακτηριστικών. Αντί να εξετάζουν απλώς την σχέση
µεταξύ του στόχου και των χαρακτηριστικών µεµονωµένα, οι µέθοδοι αυτές χρησι-
µοποιούν πληροφορίες από την ίδια την διαδικασία της εκπαίδευσης για να αξιολο-
γήσουν την σηµασία ενός χαρακτηριστικού.

΄Ενα από τα µοντέλα τα οποία έχουν από µόνα τους την δυνατότητα να επιλέγουν
χαρακτηριστικά είναι τα δέντρα αποφάσεων και τα άλλα µοντέλα που ϐασίζονται σε
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αυτά, όπως τα τυχαία δάση (Random Forests). Κατά την εκπαίδευση ενός δέντρου
αποφάσεων αξιολογείται η σηµασία παρατηρώντας πόσο ένα χαρακτηριστικό µειώνει
την λανθασµένη ταξινόµηση, δηλαδή πόσο πληροφοριακό κέρδος δίνει. Αν το κέρδος
είναι µεγάλο, τότε το χαρακτηριστικό ϑεωρείται σηµαντικό.

΄Αλλες µέθοδοι περιλαµβάνουν µεθόδους κανονικοποίησης όπως η Lasso (L1 Re-
gularization) και η Ridge (L2 Regularization). Η κανονικοποίηση Lasso (Least Ab-
solute Shrinkage and Selection Operator) ή L1 Regularization, προσθέτει έναν όρο
ποινής στην συνάρτηση κόστους. Ο όρος αυτός ονοµάζεται απόλυτη τιµή µεγέθους
(absolute value of magnitude) και εισάγει έναν όρο περιορισµού στο άθροισµα των
απόλυτων τιµών των συντελεστών. Ως αποτέλεσµα, ορισµένοι συντελεστές συµπι-
έζονται προς το µηδέν και έτσι προκύπτει ένα αραιό µοντέλο µε µικρότερο αριθµό
σηµαντικών χαρακτηριστικών. Ο όρος περιορισµού ή όρος ποινής είναι ίσος µε

λ
n∑
i=1

|�i |

όπου λ είναι η υπερπαράµετρος που ελέγχει το επίπεδο της ποινής και το ϐαθ-
µό συρρίκνωσης των συντελεστών, n είναι ο αριθµός των συντελεστών (ϐαρών) του
µοντέλου και �i i-οστός συντελεστής (ϐάρος) του µοντέλου.

Η κανονικοποίηση Lasso ϐοηθά στην αυτόµατη επιλογή των πιο σηµαντικών χα-
ϱακτηριστικών και εξαλείφει τα ανεπιθύµητα χαρακτηριστικά, µειώνοντας την πολυ-
πλοκότητα του µοντέλου και αποτρέποντας την υπερεκτίµηση. ΄Ετσι, επιτυγχάνεται
µια καλύτερη γενίκευση στα νέα δεδοµένα.

Η κανονικοποίηση Ridge (L2 Regularization), από την άλλη, προσθέτει έναν άλλο
όρο ποινής ο οποίος είναι ίσος µε

λ
n∑
i=1

�2
i

Με την εισαγωγή του όρου περιορισµού, οι µεγάλες τιµές των συντελεστών πε-
ϱιορίζονται, ενώ οι µικρές τιµές διατηρούνται. Αυτό έχει ως αποτέλεσµα τη µείωση
της ευαισθησίας του µοντέλου στον ϑόρυβο και τις ασυνήθιστες τιµές (outliers) των
δεδοµένων. Εφαρµόζεται συνήθως σε γραµµικά µοντέλα, όπως η γραµµική πα-
λινδρόµηση, ενώ επεκτείνεται επίσης και σε άλλες µεθόδους, όπως τα νευρωνικά
δίκτυα.

Και οι δύο µέθοδοι κανονικοποίησης χρησιµοποιούνται επίσης για να αποφευχθεί
το overfitting. Η ϐασική διαφορά τους είναι ότι η κανονικοποίηση Lasso µειώνει τους
συντελεστές των λιγότερο σηµαντικών χαρακτηριστικών στο µηδέν. Εν αντιθέσει,
κατά την κανονικοποίηση Ridge τα ϐάρη τείνουν προς το µηδέν, χωρίς όµως να
ϕτάσουν υποχρεωτικά σε αυτό. ΄Ετσι, η επίδρασή τους στο µοντέλο µειώνεται.
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Οι ενσωµατωµένες µέθοδοι είναι πιο αργές σε σχέση µε τις µεθόδους ϕιλτραρίσµα-
τος. Ωστόσο, είναι πιο γρήγορες από άποψη πολυπλοκότητας χρόνου από τις µε-
ϑόδους περιτυλίγµατος, οι οποίες παρουσιάζονται στην αµέσως επόµενη υποενότητα.
Συνήθως χρησιµοποιούνται για να µειώσουν το overfitting, προσθέτοντας όρους ποι-
νής, όπως ακριβώς κάνουν οι µέθοδοι κανονικοποίησης Lasso και Ridge.

2.6.3 Μέθοδοι Περιτυλίγµατος (Wrapper methods)

Οι µέθοδοι περιτυλίγµατος ή wrapper methods [32] αφορούν µεθόδους οι οποίες
επιλέγουν τα χαρακτηριστικά ϐάσει της απόδοσης του µοντέλου µηχανικής µάθησης.
Εκτελούν επαναληπτικά την διαδικασία εκπαίδευσης και αξιολογούν την επίδοση του
µοντέλου για διάφορους συνδυασµούς χαρακτηριστικών. Οι µέθοδοι περιτυλίγµατος
περιλαµβάνουν τις µεθόδους εµπρόσθιας επιλογής χαρακτηριστικών (step forward
feature selection), τις µεθόδους οπίσθιας επιλογής χαρακτηριστικών (step backward
feature selection), τις µεθόδους εξαντλητικής επιλογής χαρακτηριστικών (exhaustive
feature selection), καθώς και τις µεθόδους αναδροµικής εξάλειψης χαρακτηριστικών
recursive feature elimination.

• Εµπρόσθια επιλογή χαρακτηριστικών (step forward feature selection):
Κατά την εµπρόσθια επιλογή χαρακτηριστικών, ο αλγόριθµος ξεκινάει µε ένα
‘‘άδειο’’ µοντέλο, προσθέτοντας ένα µεµονωµένο χαρακτηριστικό κάθε ϕορά
και επιλέγοντας την χαµηλότερη τιµή p (p-value). ΄Επειτα, εκπαιδεύεται ένα
µοντέλο προσθέτοντας άλλο ένα χαρακτηριστικό κάθε ϕορά, το οποίο επιλέγε-
ται µε τον ίδιο τρόπο. Αυτή η διαδικασία επαναλαµβάνεται έως ότου προκύψει
ένα σετ χαρακτηριστικών τα οποία έχουν p-values χαµηλότερα από το προεπι-
λεγµένο επίπεδο σηµαντικότητας.

• Οπίσθια επιλογή χαρακτηριστικών (step backward feature selection):
Η οπίσθια επιλογή χαρακτηριστικών γίνεται κατά τρόπο αντίθετο από την ε-
µπρόσθια µέθοδο. Σε αυτή την περίπτωση, ο αλγόριθµος ξεκινάει µε ένα
µοντέλο που περιέχει όλα τα χαρακτηριστικά και κάθε ϕορά ‘‘πετάει’’ τη µεγα-
λύτερη τιµή p (p-value). που είναι πάνω από τα όρια του επιπέδου σηµαντι-
κότητας.

• Εξαντλητική επιλογή χαρακτηριστικών (Exhaustive feature selection):
Η εξαντλητική επιλογή χαρακτηριστικών αξιολογεί κάθε πιθανό σετ χαρακτη-
ϱιστικών λαµβάνοντας υπόψιν όλους τους συνδυασµούς, από το πιο µικρό σετ
(δηλαδή µόνο ένα χαρακτηριστικό), µέχρι το πιο µεγάλο (δηλαδή το σετ που
περιέχει όλα τα χαρακτηριστικά).

• Αναδροµική εξάλειψη χαρακτηριστικών (recursive feature elimination):
Η αναδροµική εξάλειψη χαρακτηριστικών ακολουθεί µια συστηµατική επανα-
ληπτική διαδικασία για την εύρεση του καλύτερου σετ χαρακτηριστικών. Ε-
ϕαρµόσθηκε πρώτη ϕορά από τους Guyon et al. [33] το 2002. Ο αλγόριθµος
ξεκινάει χρησιµοποιώντας όλα τα χαρακτηριστικά και εκπαιδεύει ένα µοντέλο
(συνήθως κάποιο µοντέλο ϐασισµένο σε τυχαία δέντρα ή ένα µοντέλο γραµµι-
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κής παλινδρόµησης). Στη συνέχεια, ανατίθεται σε κάθε χαρακτηριστικό ένας
ϐαθµός σηµαντικότητας ή αριθµός κατάταξης, ο οποίος µπορεί να προέλθει
από το ίδιο το µοντέλο, και τα λιγότερο σηµαντικά χαρακτηριστικά εξαλείφο-
νται. Ο αριθµός των χαρακτηριστικών που πρέπει να εξαλειφθούν σε κάθε
επανάληψη συνήθως ορίζεται από τον χρήστη.

Το επόµενο ϐήµα είναι η επανεκπαίδευση του µοντέλου µε το σετ χαρκτηρι-
στικών που προέκυψε. Ο στόχος είναι να αξιολογηθεί πώς αλλάζει η απόδοση
του µοντέλου µετά την αφαίρεση των λιγότερο σηµαντικών χαρακτηριστικών.
Η επανάληψη συνεχίζεται, εξαλείφοντας σταδιακά τα χαρακτηριστικά και επα-
νεκπαιδεύοντας το µοντέλο, µέχρι να ικανοποιηθεί ένα κριτήριο διακοπής, το
οποίο επίσης ορίζεται από τον χρήστη. Αυτό το κριτήριο ϑα µπορούσε να είναι
ένας προκαθορισµένος αριθµός επαναλήψεων, η επίτευξη ενός επιθυµητού α-
ϱιθµού χαρακτηριστικών ή ένα συγκεκριµένο όριο απόδοσης (π.χ. ορθότητα
για ταξινόµηση ή R2 για παλινδρόµηση).

Οι µέθοδοι περιτυλίγµατος είναι γενικά περισσότερο επιρρεπείς στο overfitting,
καθώς εκπαιδεύουν µοντέλα µε διάφορους συνδυασµούς χαρακτηριστικών. Είναι
επίσης πιο αργές, ειδικά για δεδοµένα µε πολλά χαρακτηριστικά.

2.7 Ερµηνευσιµότητα µοντέλων - Explainable AI

Τα µοντέλα µηχανικής µάθησης ϑα µπορούσαν να χωριστούν σε δύο κατηγορίες :
τα "white box" και τα "black box" µοντέλα [3]. Ως "black box" µοντέλα νοούνται τα
µοντέλα τα οποία είναι σαν ένα "µαύρο κουτί", δηλαδή δεν είναι "διαφανή" και είναι
πολύ δύσκολο να κατανοηθούν και να εξηγηθούν. Πολλές ϕορές, όταν ένα µοντέλο
καταλήγει σε µια πρόβλεψη, υπάρχει η ανάγκη να εξηγηθεί ο τρόπος µε τον οποίο
παρήχθη αυτή η πρόβλεψη.

Ο τοµέας ο οποίος ασχολείται µε αυτό το πρόβληµα ονοµάζεται Explainable AI
(XAI) και ο ϐασικός του στόχος είναι η ανάπτυξη µοντέλων που µπορούν να εξη-
γήσουν τις λήψεις αποφάσεων που πραγµατοποιούν, δίνοντας στους χρήστες τη δυ-
νατότητα να κατανοήσουν τον λόγο πίσω από τις προβλέψεις τους. Η ανάγκη για το
Explainable AI προέκυψε από την αυξηµένη χρήση µηχανικής µάθησης σε κρίσι-
µες εφαρµογές, όπως η ιατρική διάγνωση, τα αυτοκίνητα αυτόνοµης οδήγησης και η
δικαιοσύνη, όπου η διαφάνεια και η αιτιολογησιµότητα των αποφάσεων είναι κρίσι-
µης σηµασίας. Ειδικότερα σε εφαρµογές της τεχνητής νοηµοσύνης που επηρεάζουν
άµεσα τους ανθρώπους, όπως οι εφαρµογές στην δικαιοσύνη και το νοµικό σύστηµα,
είναι σηµαντικό να υπάρχει και η επεξήγηση της πρόβλεψης [34]. Ο σκοπός είναι
να επιβεβαιωθεί πως το µοντέλο δεν µεροληπτεί υπέρ κάποιας κοινωνικής οµάδας,
επηρεάζοντας έτσι αρνητικά κάποια άλλη.

Οι Vilone και Longo [3] ιεράρχησαν τις διαθέσιµες µεθόδους Explainable AI µε
ϐάση διάφορα κριτήρια, όπως ο τύπος προβλήµατος (ταξινόµηση ή παλινδρόµηση),
τα δεδοµένα εισόδου (εικόνα, κείµενο, αριθµητικά δεδοµένα κ.α.), ο τύπος εξόδου,
το πλαίσιο εφαρµογής και το στάδιο (πριν ή µετά την εκπαίδευση).
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Σχήµα 2.25: Ιεράρχηση των µεθόδων XAI κατά τις Vilone και Longo [3]

Οι µέθοδοι Explainable AI περιλαµβάνουν την ανάλυση των χαρακτηριστικών του
µοντέλου, την ερµηνεία των αποφάσεών τους µε τη χρήση γραφικών µοντέλων, την
ανάπτυξη µοντέλων επεξήγησης που προσεγγίζουν τη λειτουργία του µοντέλου µη-
χανικής µάθησης, καθώς και τη χρήση διαφορετικών µεθόδων όπως το LIME (Local
Interpretable Model-agnostic Explanations) [35] και το SHAP (SHapley Additive
exPlanations) [36].

Το LIME [35] καλείται να δώσει απάντηση στην ερώτηση γιατί το µοντέλο προβλέπει
µία συγκεκριµένη τιµή και ϐοηθά στην κατανόηση των αποφάσεων που παίρνει ένα
µοντέλο µηχανικής µάθησης, αποκαλύπτοντας τα σηµαντικότερα χαρακτηριστικά
που επηρεάζουν τις προβλέψεις του µοντέλου. Μέσω του LIME τροποποιείται ένα
µεµονωµένο δείγµα δεδοµένων το οποίο µε την σειρά του τροποποιεί τις τιµές των
χαρακτηριστικών και παρατηρεί αντίκτυπο που αντανακλάται στην έξοδο. Στη συ-
νέχεια, υπολογίζεται η σηµασία κάθε χαρακτηριστικού, δίνοντας µια εξήγηση για
τον τρόπο µε τον οποίο το µοντέλο µεταβάλλει τις προβλέψεις ϐάσει των τιµών των
χαρακτηριστικών.

Το LIME έχει χρησιµοποιηθεί ευρέως σε ερευνητικές εργασίες, όπως για πα-
ϱάδειγµα στην επεξήγηση της πρόβλεψης της εξαπάτησης µέσω κειµένου (text-based
deception) [37], ή στην ερµηνεία της προβλεψης της άνοιας από αποµαγνητοφω-
νήσεις [38].

Από την άλλη, η µέθοδος SHAP [36] ϐασίζεται στην ανάλυση της συνεισφοράς κάθε
χαρακτηριστικού στην τελική πρόβλεψη, ϑέτοντας τον Συντελεστή Shapley (Shapley
value) ως µέτρο σηµαντικότητας κάθε χαρακτηριστικού. Η µέθοδος SHAP ϐασίζεται
στην ϑεωρία παιγνίων (game theory). Ωστόσο, ϑα πρέπει να χρησιµοποιείται µε
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σύνεση καθώς δείχνει την σηµαντικότητα κάθε χαρακτηριστικού αλλά δεν αξιολογεί
την ποιότητα της πρόβλεψης.

Το SHAP προσφέρει διάφορες λειτουργίες εκτός από την ανάλυση της συνεισφο-
ϱάς, όπως είναι διάφορες γραφικές απεικονίσεις των τιµών. Επίσης, εκτός από
µοντέλα που δέχονται ως είσοδο δεδοµένα σε µορφή πίνακα, χρησιµοποιείται και
σε διάφορα µοντέλα, όπως µοντέλα υπολογιστικής όρασης τα οποία χρησιµοποιούν
εικόνες.

Επίσης, υπάρχουν µέθοδοι ερµηνευσιµότητας σε µεθόδους ταξινόµησης εικόνων.
Το Grad-CAM (Gradient-weighted Class Activation Mapping) [39] είναι µια τεχνική
που χρησιµοποιείται στο πεδίο της υπολογιστικής όρασης µε σκοπό να οπτικοποι-
ηθούν οι περιοχές µίας εικόνας που είναι πιο σηµαντικές κατά την πρόβλεψη που
γίνεται µε ένα συνελικτικό νευρωνικό δίκτυο (CNN). Παρέχει πληροφορίες σχετικά µε
τη διαδικασία λήψης αποφάσεων των CNN και ϐοηθά στην κατανόηση ποιών µερών
της εικόνας εισόδου συµβάλλουν περισσότερο στην τελική ταξινόµηση.

΄Οπως ήδη αναπτύχθηκε σε προηγούµενο υποκεφάλαιο, τα συνελικτικά νευρωτικά
δίκτυα έχουν την ικανότητα να ϐρίσκουν µοτίβα µέσα στις εικόνες, αλλά πολλές ϕο-
ϱές δεν είναι εύκολο να εξηγηθεί η έξοδος τους. Με απώτερο σκοπό να λυθεί το ϑέµα
αυτό, το Grad-CAM δηµιουργεί ένα ϑερµικό χάρτη (heatmap) που επισηµαίνει τις
περιοχές της εικόνας που συνεισφέρουν περισσότερο στην έξοδο του δικτύου.

Ο τρόπος µε τον οποίο ϐρίσκει τις περιοχές αυτές είναι χρησιµοποιώντας τις πα-
ϱαγωγούς από το τελευταίο στρώµα νευρώνων του δικτύου και υπολογίζοντας την
σηµαντικότητα κάθε χάρτη χαρακτηριστικών (feature map) ϐρίσκοντας τον µέσο όρο
των παραγώγων σε σχέση µε την κλάση εξόδου. Ο χάρτης χαρακτηριστικών σε ένα
CNN αντιπροσωπεύει µια συλλογή ϕίλτρων που εξάγουν συγκεκριµένα οπτικά µο-
τίβα ή χαρακτηριστικά από µια εικόνα εισόδου. ΄Επειτα, οι τιµές σηµαντικότητας
χρησιµοποιούνται για να δηµιουργηθεί ένας σταθµισµένος χάρτης χαρακτηριστι-
κών, ενισχύοντας τις πιο σηµαντικές περιοχές που σχετίζονται µε την προβλεπόµενη
κλάση.

Για τη δηµιουργία ενός ϑερµικού χάρτη Grad-CAM, οι σταθµισµένοι χάρτες χα-
ϱακτηριστικών συνδυάζονται χρησιµοποιώντας την τεχνική average pooling, η οποία
µειώνει τις διαστάσεις των χαρτών χαρακτηριστικών σε µια ενιαία τιµή ανά κανάλι.
΄Ετσι παράγεται ένας σταθµισµένος συνδυασµός των χαρτών χαρακτηριστικών, όπου
κάθε κανάλι αντιπροσωπεύει την ανάλογη κλάση.

Τέλος, ο σταθµισµένος συνδυασµός συνδυάζεται γραµµικά µε τους αρχικούς χάρ-
τες χαρακτηριστικών για να ληφθεί ο χάρτης ϑερµότητας Grad-CAM. Ο χάρτης ϑερ-
µότητας που προκύπτει τονίζει τις περιοχές της εικόνας που επηρεάζουν έντονα την
πρόβλεψη του CNN. Με την επικάλυψη αυτού του χάρτη ϑερµότητας πάνω στην αρ-
χική εικόνα, γίνεται ευκολότερο να κατανοηθούν οι περιοχές της εικόνας οι οποίες
ήταν κρίσιµες για την πρόβλεψη της εκάστοτε κλάσης.
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Σχήµα 2.26: Θερµικός χάρτης Grad-CAM στην ανίχνευση σκύλου ή γάτας στην
εικόνα

Το Grad-CAM έχει πολλά πλεονεκτήµατα, όπως ότι αρχικά δεν απαιτεί να τρο-
ποποιηθεί η αρχιτεκτονική του CNN, καθιστώντας ευκολότερη την εφαρµογή του σε
προεκπαιδευµένα µοντέλα. Είναι επίσης µια γενική τεχνική που µπορεί να χρησι-
µοποιηθεί σε διαφορετικές αρχιτεκτονικές. Η οπτικοποίηση που παρέχεται από το
Grad-CAM κάνει τα µοντέλα πιο διαφανή και ερµηνεύσιµα και µπορεί να ϐοηθήσει
να ϐρεθούν σφάλµατα στο µοντέλο, να εντοπισθούν προκαταλήψεις και να ϐελτιωθεί
η γενική του απόδοση.

2.8 Αξιολόγηση Μοντέλων Μηχανικής Μάθησης

2.8.1 Μετρικές αξιολόγησης

Για να αξιολογηθεί η απόδοση της εκπαίδευσης του εκάστοτε µοντέλου µηχανικής
µάθησης, υπολογίζονται διάφορες µετρικές στα δεδοµένα ελέγχου (test data). Παρα-
κάτω αναγράφονται οι µετρικές αξιολόγησης µοντέλων ταξινόµησης (επιβλεπόµενης
µηχανικής µάθησης).

• Πίνακας Σύγχυσης (Confusion matrix): Ο πίνακας σύγχυσης αποτελεί την
ϐασικότερη µετρική αξιολόγησης, καθώς τα περιεχόµενα του χρησιµοποιο-
ύνται για να υπολογιστούν πολλές από τις υπόλοιπες µετρικές. ∆είχνει τον
αριθµό των πραγµατικών και προβλεπόµενων ετικετών για κάθε κατηγορία ε-
τικέτας. Οι τέσσερις κύριες κατηγορίες του είναι :

– True Positives (TP): Οι σωστά ϑετικές προβλέψεις, δηλαδή ο αριθµός
των δειγµάτων που προβλέφθηκαν ως ϑετικές και ήταν όντως ϑετικές.

– True Negatives (TN): Οι σωστά αρνητικές προβλέψεις, δηλαδή ο αριθµός
των δειγµάτων που προβλέφθηκαν ως αρνητικές και ήταν όντως αρνητικές.

– False Positives (FP): Οι ψευδώς ϑετικές προβλέψεις, δηλαδή ο αριθµός
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των δειγµάτων που προβλέφθηκαν ως ϑετικές ενώ ήταν αρνητικές.

– False Negatives (FN): Οι ψευδώς αρνητικές προβλέψεις, δηλαδή ο αριθ-
µός των δειγµάτων που προβλέφθηκαν ως αρνητικές ενώ ήταν ϑετικές.

Ο πίνακας σύγχυσης συναντάται µε την παρακάτω µορφή:

Πίνακας 2.1: Πίνακας Σύγχυσης - Confusion Matrix

Predicted Class
Positive Negative

True Class
Positive TP FN
Negative FP TN

Συνήθως ο πίνακας σύγχυσης έχει ως γραµµές τις πραγµατικές κλάσεις και
ως στήλες τις προβλεπόµενες κλάσεις, αλλά είναι πολύ πιθανό να ϐρεθεί στην
ϐιβλιογραφία ή στο διαδίκτυο ως ο ανάστροφος του. ∆ηλαδή, ως οι προβλε-
πόµενες κλάσεις σε γραµµές και οι πραγµατικές κλάσεις σε στήλες.

Στην πραγµατικότητα, ένας πίνακας σύγχυσης έχει N x N διαστάσεις, όπου Ν
ο αριθµός των ετικετών. ∆ηλαδή, για δυαδική ταξινόµηση ϑα είναι 2 x 2, ενώ
για την περίπτωση του προβλήµατος της παρούσας διπλωµατικής εργασίας, ο
πίνακας ϑα είναι 7 x 7. Οι τέσσερις αριθµοί που αντιστοιχούν στα TP, FP,
TN και FN υπολογίζονται ξεχωριστά για κάθε κλάση και µετά υπολογίζονται οι
συνολικοί αντίστοιχοι αριθµοί.

• Ορθότητα (Accuracy): Η ορθότητα είναι από τις ϐασικότερες µετρικές που
χρησιµοποιούνται για την αξιολόγηση ενός µοντέλου επιβλεπόµενης µάθησης,
αν και αρκετά απλή. Μετράει τον αριθµό σωστών προβλέψεων σε σχέση µε τον
συνολικό αριθµό δειγµάτων.

Η ορθότητα υπολογίζεται ως εξής :

Accuracy =
Σωστές προβλέψεις

Συνολικές προβλέψεις
=

TP + TN

TP + TN + FP + FN
=
TP + TN

P + N

Σηµαντικό είναι να αναφέρουµε πως η λέξη "accuracy" µπορεί να µεταφρα-
στεί από την αγγλική γλώσσα ως "ορθότητα" αλλά και ως "ακρίβεια". Επειδή,
ωστόσο, η ακρίβεια µπορεί να αντιστοιχεί και στην λέξη precision, η οποία
αναφέρεται σε άλλη µετρική αξιολόγησης, καλό είναι οι δύο λέξεις να µην
συγχέονται.

• Ακρίβεια (Precision): Αναφέρεται στο ποσοστό των σωστών ϑετικών προβλέψε-
ων σε σχέση µε τον αριθµό των παρατηρήσεων που προβλέφθηκαν ως ϑετικές.
∆ίνεται από τον τύπο:
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Precision =
TP

TP + FP

• Ανάκληση (Recall): Ονοµάζεται επίσης και ευαισθησία (sensitivity) και True
Positive Rate (TPR). Αναφέρεται στο ποσοστό των σωστών ϑετικών προβλέψεων
ως προς τον συνολικό αριθµό των ϑετικών παρατηρήσεων. ∆ίνεται από τον
τύπο:

Recall =
TP

TP + FN

• F1-score: Πρόκειται για τον αρµονικό µέσο ανάκλησης και ακρίβειας. Χρησι-
µοποιείται ευρέως όταν οι ετικέτες κατανέµονται άνισα (imbalanced dataset),
όπως για παράδειγµα όταν έχουµε 100 δείγµατα κλάσης Α και 50 δείγµατα
κλάσης Β. Εκφράζεται µαθηµατικά µε τον παρακάτω τύπο:

F1-score = 2 ·
Precision · Recall
Precision + Recall

=
2TP

2TP + FP + FN

• Matthew’s Correlation Coefficient (MCC): Εκφράζει την συσχέτιση µεταξύ
των προβλεπόµενων και των πραγµατικών τιµών, ενώ λαµβάνει υπόψιν και
τις αρνητικές όσο και τις ϑετικές κλάσεις. Χρησιµοποιείται περισσότερο σε
προβλήµατα δυαδικής ταξινόµησης και δίνεται από τον παρακάτω τύπο:

MCC =
TP · TN − FP · FN

√
(TP + FP)(TP + FN)(TN + FP)(TN + FN)

• Ειδικότητα (Specificity): Συναντάται επίσης και ως επιλεκτικότητα (selectivity)
ή true negative rate (TNR). Εκφράζει το µέρος των δειγµάτων που προβλέφθη-
καν αληθώς αρνητικά από όλες τις αρνητικές προβλέψεις. Μεγάλη ειδικότητα
σηµαίνει πως το µοντέλο αποφεύγει επιτυχώς τους "λάθος συναγερµούς", δη-
λαδή τις ψευδώς ϑετικές προβλέψεις.

TNR =
TN

TN + FP

• Receiver Operating Characteristic Curve (ROC Curve): Η καµπύλη ROC
αποτελεί γραφικό εργαλείο για την οπτικοποίηση της απόδοσης ενός µοντέλου.
∆είχνει την σχέση του True Positive Rate και False Positive Rate σε πολλαπλά
επίπεδα κατωφλίου.

Επίσης, µετριέται και η περιοχή κάτω από την καµπύλη, γνωστή και ως Area
Under the Curve (AUC). ΄Οσο πιο µεγάλη είναι η περιοχή κάτω από την κα-
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Σχήµα 2.27: Παράδειγµα 5-fold Cross Validation

µπύλη ROC, τόσο καλύτερη είναι και η απόδοση του µοντέλου. Ο αριθµός
αυτός καθιστά συγκρίσιµες τις καµπύλες που επικαλύπτονται πολύ στην γρα-
ϕική παράσταση ειδάλλως ϑα ήταν δύσκολο να συµπειράνουµε ποια είναι η
καλύτερη.

2.8.2 Τεχνικές αξιολόγησης

• Cross Validation: Στα ελληνικά είναι γνωστή και ως διασταυρούµενη επι-
τήρηση. Κατά την διαδικασία αυτή, τα δεδοµενα αρχικά χωρίζονται σε k µέρη,
εξού και η ϕράση "k-fold Cross Validation". ΄Επειτα, ένα από τα κοµµάτια
διατηρείται στην άκρη ως σετ ελέγχου, ενώ τα υπόλοιπα κοµµάτια χρησιµο-
ποιούνται ως σετ εκπαίδευσης. Η διαδικασία αυτή επαναλαµβάνεται µέχρι
κάθε ξεχωριστό κοµµάτι να έχει χρησιµοποιηθεί ως τεστ ελέγχου, δηλαδή για
k επαναλήψεις.

Ο ϐασικός στόχος του Cross Validation είναι να προσοµοιωθεί η απόδοση ενός
µοντέλου σε άγνωστα δεδοµένα. Για αυτόν τον λόγο, το µοντέλο εκπαιδεύεται
k ϕορές και συνήθως µετράται ο µέσος όρος της εκάστοτε µετρικής, όπως ο
µέσος όρος της ορθότητας των µοντέλων.

• Leave-One-Out Cross Validation: Αν n ο αριθµός των παρατηρήσεων του
dataset και k=n, τότε έχουµε το λεγόµενο Leave-One-Out Cross Validation,
όπου κάθε ϕορά µόνο µια παρατήρηση κρατάται στην άκρη για έλεγχο. Μια
τέτοια διαδικασία µπορεί να είναι κοστοβόρα σε µνήµη και χρόνο, ιδίως όταν
υπάρχουν πολλά δείγµατα.
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2.9 Επιλογή παραµέτρων (Hyperparameter Tuning)

Οι µέθοδοι επιλογής παραµέτρων που ϑα παρουσιαστούν στην συνέχεια είναι µε-
ϑοδοι που ϐοηθούν στην ϐελτιστοποίηση του µοντέλου, προσπαθώντας να ϐρουν τις
ιδανικές τιµές των παραµέτρων του.

2.9.1 Αναζήτηση τύπου grid (Grid Search)

Η αναζήτηση τύπου grid, ή Grid Search, είναι µια αναζήτηση η οποία λαµβάνει
υπόψιν κάθε πιθανό συνδυασµό παραµέτρων. Το grid search λαµβάνει έναν χώρο
παραµέτρων από τον χρήστη, δηλαδή ένα γνωστό "πλέγµα" παραµέτρων, και εκτελεί
µια εξαντλητική αναζήτηση προσπαθώντας να ϐρει το σετ παραµέτρων που αυξάνει
µία µετρική, η οποία ϑα πρέπει επίσης να προκαθοριστεί από τον χρήστη. Για
παράδειγµα, σε ένα πρόβληµα ταξινόµησης, η µέθοδος grid search ϑα αναζητήσει
συνήθως τις παραµέτρους που µεγιστοποιούν το accuracy.

2.9.2 Τυχαία αναζήτηση (Random Search)

Η µέθοδος τυχαίας αναζήτησης, ή random search, χρησιµοποιεί τυχαίους συνδυα-
σµούς παραµέτρων µε σκοπό να ϐρει τον καλύτερο συνδυασµό. Καθώς πρόκειται για
µια επαναληπτική διαδικασία, σε κάθε επανάληψη λαµβάνονται τυχαίοι αριθµοί και
έτσι µπορούµε να οδηγηθούµε ταχύτερα σε ένα ιδανικό αποτέλεσµα, σε αντίθεση
µε την µέθοδο grid search. Η µέθοδος random search µπορεί, επίσης, να εκτε-
λεστεί παράλληλα πολύ εύκολα, δοκιµάζοντας πολλές παραµέτρους σε παράλληλο
χρόνο.

2.9.3 Αναζήτηση Bayes (Bayesian Search)

Η µέθοδος Bayesian Search ή Bayesian Optimization είναι µια µέθοδος αναζήτη-
σης η οποία εκµεταλλεύεται το ϑεώρηµα Bayes για να ϐελτιστοποιήσει ένα µοντέλο.
Η ϐασική διαφορά µεταξύ αυτής και των άλλων µεθόδων είναι πως η Bayesian Se-
arch ϐελτιστοποιεί την επιλογή παραµέτρων σε κάθε επανάληψη µε ϐάση τις προη-
γούµενες παραµέτρους. ΄Ετσι, αντί να επιλέγει στην τύχη την επόµενη τιµή µίας
παραµέτρου, ϐελτιστοποιεί την επιλογή και πιθανότατα ϕτάνει στο καλύτερο σετ πα-
ϱαµέτρων αρκετά γρήγορα. Η µέθοδος Bayesian Search µπορεί να είναι χρήσιµη
σε µεγάλο όγκο δεδοµένων όπου η διαδικασία µάθησης είναι πιο αργή.

2.10 Συνήθη προβλήµατα στην Μηχανική Μάθηση

2.10.1 Προβλήµατα των δεδοµένων

΄Ενα πρώτο και ϐασικό πρόβληµα που αντιµετωπίζεται συχνά στον τοµέα της µηχα-
νικής µάθησης είναι η ποιότητα τον δεδοµένων. Ουκ ολίγες ϕορές τα δεδοµένα είναι
λειψά ή χρειάζονται πολλούς µετασχηµατισµούς πριν δωθούν σε κάποιο µοντέλο για
εκπαίδευση. Πολύ συχνά όµως, υπάρχει το λεγόµενο imbalanced dataset, όπου
έχουµε περισσότερες παρατηρήσεις για µία κλάση, έναντι των άλλων. Αυτό µπορεί
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να προκαλέσει προβλήµατα στην εκπαίδευση και την αξιολόγηση του µοντέλου, για-
τί το µοντέλο µαθαίνει καλύτερα την επικρατούσα κλάση, και ως αποτέλεσµα δεν
µπορεί να προβλέψει τις κλάσεις που υπάρχουν σε µικρότερα ποσοστά.

Για να καταπραϋνθεί αυτό το ϕαινόµενο, υπάρχουν διάφορες τεχνικές. Κάποιες
από αυτές είναι η υποδειγµατολειψία της κλάσης πλειοψηφίας, η υπερδειγµατολει-
ψία της κλάσης µειοψηφίας, η χρήση µετρικών όπως η ευαισθησία ή το F1 sco-
re και η χρήση προηγµένων αλγόριθµων που είναι σχεδιασµένοι για τέτοιες περι-
πτώσεις.

2.10.2 Overfitting και underfitting

΄Ενα άλλο πρόβληµα που συναντάται συχνά έχει να κάνει µε την εκπαίδευση των
µοντέλων και ονοµάζεται overfitting 2. Το overfitting είναι ένα ϕαινόµενο κατά το
οποίο το µοντέλο µαθαίνει πολύ καλά τα δεδοµένα εκπαίδευσης και δυσκολεύεται
να προβλέψει σωστά δεδοµένα που δεν του είναι γνωστά. ∆ηλαδή, το µοντέλο δυσκο-
λεύεται να γενικεύσει έτσι ώστε να µπορεί να προβλέψει όσο το δυνατόν περισσότερες
διαφορετικές παρατηρήσεις. Το overfitting οδηγεί σε υποβέλτιστα αποτελέσµατα και
σε χαµηλή απόδοση.

Τεχνικές καταπολέµησης του overfitting αποτελούν η συλλογή νέων δεδοµένων, η
µείωση της πολυπλοκότητας του µοντέλου και η χρήση κανονικοποίησης (regularization).
Η κανονικοποίηση είναι µια τεχνική που αποτρέπει την υπερεκπαίδευση. Ακόµα,
χρησιµοποιείται εξίσου η τεχνική της πρόωρης διακοπής της εκπαίδευσης (early
stopping). Η τεχνική αυτή χρησιµοποιείται για να σταµατήσει το overfitting χωρίς,
όµως, να διακυβεύεται η απόδοση του µοντέλου. Συνήθως, τίθεται από τον χρήστη
µια περίοδος ‘‘υποµονής’’ (patience) και παρατηρείται κάποια µετρική στο validation
set. Αν, κατά την περίοδο υποµονής, η µετρική αυτή δεν αλλάξει, τότε η εκπαίδευση
σταµατάει.

Μία ακόµη µέθοδος που επιστρατεύεται για να αποφευχθεί το overfitting και να
ενισχυθεί η απόδοση του µοντέλου είναι η µέθοδος dropout [40]. Το dropout εφαρ-
µόζεται στα µοντέλα ϐαθιάς µάθησης και ουσιαστικά "απενεργοποιεί" προσωρινά
ένα ποσοστό νευρώνων κατά τη διάρκεια της εκπαίδευσης. Αυτή η προκαλούµενη
απόρριψη νευρώνων εισάγει µια µορφή τυχαιότητας που εµποδίζει το δίκτυο να ϐα-
σιστεί υπερβολικά σε συγκεκριµένες συνδέσεις ή χαρακτηριστικά, αυξάνοντας έτσι
την ανθεκτικότητα και την προσαρµοστικότητά του. Ως αποτέλεσµα, µειώνεται ο κίν-
δυνος υπερπροσαρµογής ενισχύοντας το δίκτυο και καθιστώντας το πιο ανθεκτικό
και ικανό να γενικεύσει σε διάφορα δεδοµένα εισόδου.

Επιπροσθέτως, αντίστοιχα µε το overfitting, υπάρχει και το πρόβληµα του un-
derfitting. Το ϕαινόµενο του underfitting συναντάται όταν το µοντέλο αδυνατεί να
προσαρµοστεί στο training set και, κατά συνέπεια, έχει χαµηλή απόδοση στο test
set. Οι αιτίες του underfitting ποικίλλουν ανά περίπτωση, όµως συνήθως underfit-

2Στα ελληνικά το overfitting συναντάται συχνά ως ‘‘υπερπροσαρµογή’’. Ωστόσο, ο αγγλικός όρος
ϕαίνεται να είναι επικρατέστερος.
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ting συναντάται όταν το µοντέλο δεν εκπαιδεύτηκε αρκετά ή εκπαιδεύτηκε µε πολύ
λίγα δεδοµένα. Παρολαυτά, συνήθως ϐελτιώνεται αµέσως είτε µεγαλώνοντας το σετ
εκπαίδευσης, είτε αλλάζοντας τις παραµέτρους του µοντέλου, είτε προσθέτοντας επι-
πλέον δείγµατα.

2.10.3 Το ϕαινόµενο Plateau

Το ϕαινόµενο Plateau αναφέρεται στο γεγονός ότι µετά από κάποιο συγκεκριµένο
αριθµό ϐηµάτων εκπαίδευσης το µοντέλο παύει να ϐελτιώνεται και η συνάρτηση
κόστους µένει σταθερή ή µειώνεται µε πολύ αργούς ϱυθµούς. Το ϕαινόµενο αυτό
παρατηρείται πολύ συχνά στα Τεχνητά Νευρωνικά ∆ίκτυα κατά την εκπαίδευσή τους
και, αν δεν ληφθεί δράση, οδηγεί σε υποβέλτιστα αποτελέσµατα.

Μία λύση στο πρόβληµα αυτό είναι η µέθοδος (ή το ¨callback¨) ReduceLROnPla-
teau. Η µέθοδος αυτή µειώνει το learning rate σταδιακά µε ϐάση έναν δοσµένο
παράγοντα (π.χ. κατά 0.001 κάθε ϕορά), όταν η διαδικασία της µάθησης ϕαίνεται
να έχει κολλήσει σε ένα συγκεκριµένο σηµείο. Το learning rate µειώνεται µόνο αν
µείνει σταθερό για ένα δοσµένο αριθµό εποχών, γνωστό και ως patience.

2.10.4 Πρόβληµα των εξαφανιζόµενων παραγώγων (vanishing
gradients)

Το πρόβληµα των εξαφανιζόµενων κλίσεων, ή αλλιώς vanishing gradients, είναι ένα
ϑέµα που προκύπτει κατά τη διάρκεια εκπαίδευσης τεχνητών νευρωνικών δικτύων
και ιδίως των επαναλαµβανόµενων νευρωνικών δικτύων (RNN). Η πρόκληση αυτή
εµφανίζεται όταν οι παράγωγοι της συνάρτησης κόστους γίνονται πολύ µικρές καθώς
διαδίδονται προς τα πίσω µε την τεχνική της οπισθοδιάδοσης (backpropagation).

Κατά τη διάρκεια της οπισθοδιάδοσης, οι παράγωγοι χρησιµοποιούνται για την
ενηµέρωση των ϐαρών µέσω του αλγορίθµου gradient descent. Ωστόσο, όταν οι
κλίσεις µικραίνουν κατά πολύ, οι ενηµερώσεις στις παραµέτρους γίνονται επίσης
πολύ µικρές και έτσι η διαδικασία της εκπαίδευσης επιβραδύνεται ή µένει στάσιµη.
Το πρόβληµα των vanishing gradients είναι ιδιαίτερα έντονο σε ΤΝ∆ µε πολλά κρυ-
ϕά στρώµατα, αφού οι παράγωγοι πολλαπλασιάζονται κατά µήκος του δικτύου και
µπορούν να µικρύνουν υπερβολικά, ειδικά όταν χρησιµοποιούνται συναρτήσεις ε-
νεργοποίησης όπως η σιγµοειδής ή η υπερβολική εφαπτοµένη, οι οποίες προκαλούν
κορεσµό σε ακραίες τιµές.

Το πρόβληµα αυτό µπορεί να µετριαστεί µε την χρήση συναρτήσεων ενεργοποίη-
σης, όπως η ReLU, οι οποία δεν προκαλεί κορεσµό στις ακραίες τιµές, ή µε την
τεχνική batch normalization, η οποία κανονικοποιεί το κάθε batch [41].
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2.10.5 Πρόβληµα της απότοµης αύξησης των παραγώγων (exploding
gradients)

Το πρόβληµα αυτό προκύπτει όταν υπάρχει η αντίθετη τάση στις παραγώγους, δη-
λαδή όταν γίνονται πολύ µεγάλες. Αυτό µπορεί να οδηγήσει σε ασταθή µάθηση ή
ακόµα και σε απόκλιση του δικτύου από τον πραγµατικό στόχο της εκπαίδευσης.
Μια συνήθης τακτική που εφαρµόζεται για να καταπραϋνθεί αυτό το πρόβληµα ε-
ίναι αυτή του gradient clipping. Ουσιαστικά, οι παράγωγοι "ψαλιδίζονται" µε ϐάση
ένα συγκεκριµένο κατώφλι κατά τη διάρκεια της οπισθοδιάδοσης. Ακόµα, η τεχνική
batch normalization είναι επίσης µια λύση τόσο για το πρόβληµα των exploding όσο
και των vanishing gradients.
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Κεφάλαιο 3

Συναφής Βιβλιογραφία

3.1 Εισαγωγή

Το κεφάλαιο αυτό αποτελεί µια σηµαντική ενότητα που εξετάζει την προηγούµενη
έρευνα και τις σχετικές εργασίες που έχουν διεξαχθεί στον ευρύτερο τοµέα της ανα-
γνώρισης συναισθηµάτων σε εικόνες προσώπων, χρησιµοποιώντας τεχνητά νευρωνικά
δίκτυα. Θα εξετασθούν προηγούµενες µελέτες και τεχνικές που έχουν αναπτυχθεί
για την αναγνώριση συναισθηµάτων σε εικόνες προσώπων. Επίσης, ϑα εξετασθεί
η χρήση τεχνικών ϐαθιάς µάθησης, όπως τα τεχνητά νευρωνικά δίκτυα. Θα ανα-
λυθούν διάφορες αρχιτεκτονικές νευρωνικών δικτύων που έχουν προταθεί, όπως τα
συνελικτικά νευρωνικά δίκτυα (Convolutional Neural Networks - CNNs).

Θα αναλυθούν επίσης οι µέθοδοι προεπεξεργασίας εικόνων που χρησιµοποιούνται
για την εξαγωγή χαρακτηριστικών από τις εικόνες προσώπων. Αυτές οι µέθοδοι
περιλαµβάνουν την αποµάκρυνση ϑορύβου, την κανονικοποίηση, τον προσδιορισµό
σηµείων αναφοράς και τη µείωση της διάστασης των χαρακτηριστικών.

Τέλος, ϑα εξετασθεί η απόδοση καθώς και οι προκλήσεις που συναντώνται στην
αναγνώριση συναισθηµάτων σε εικόνες προσώπων. Θα εξετάσουµε την ορθότητα
και την απόδοση των µεθόδων, καθώς και τις προκλήσεις που προκύπτουν από
την ποικιλία των συναισθηµατικών εκφράσεων, τις αναλογίες και την επιρροή του
ϕωτισµού και της γωνίας λήψης.

Αυτό το κεφάλαιο παρέχει µια επισκόπηση της προηγούµενης έρευνας στην ανα-
γνώριση συναισθηµάτων σε εικόνες προσώπων και αποτελεί ένα ϑεµελιώδες µέρος της
εργασίας, προσφέροντας την απαραίτητη ϐάση γνώσης για την περαιτέρω ανάπτυξη
και αξιολόγηση της προτεινόµενης µεθοδολογίας για την αναγνώριση συναισθηµάτων
στο πλαίσιο της διπλωµατικής εργασίας.
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3.2 Υπάρχουσες µέθοδοι ϐαθιάς µάθησης

Οι Nwosu et al. [42] ανέπτυξαν ένα τεχνητό νευρωνικό δίκτυο (CNN) δύο καναλιών το
οποίο προβλέπει µε µεγάλη ορθότητα τα συναισθήµατα από εικόνες προσώπου. Το
πρώτο ϐήµα ήταν η προεπεξεργασία της εικόνας, η οποία σε πρώτο στάδιο συµπερι-
λάµβανε την ανίχνευση προσώπου µε τον αλγόριθµο Viola-Jones [43] και την κανο-
νικοποίηση της εικόνας. Το δεύτερο ϐήµα ήταν η αποµόνωση χαρακτηριστικών, και
συγκερκιµένα του στόµατος και των µατιών. ΄Επειτα, τα δύο µέρη αυτά, εισήχθησαν
το καθένα σε ένα CNN. Τα δύο CNN ενώθηκαν αργότερα µε ένα πλήρως συνδεδεµένο
στρώµα νευρώνων (Fully Connected Layer), το οποίο προέβλεπε τα επτά συναισθήµα-
τα. Η παραπάνω µέθοδος εφαρµόσθηκε σε δύο datasets, το JAFFE [44] [45], και
στο CK+, στα οποία πέτυχαν 97.71 % και 95.71 % αντίστοιχα.

Οι Khandait et al. [46] πρότειναν µια µέθοδο µε την οποία προβλέπουν τα συ-
ναισθήµατα σε µια εικόνα µέσω ενός απλού πλήρως συνδεδεµένου τεχνητού νευρω-
νικού δικτύου. Αρχικά, προεπεξεργάστηκαν τις εικόνες µε τον εξής τρόπο: πρώτα
αποµόνωσαν το πρόσωπο µε µια µέθοδο κατά την οποία η περιοχή του προσώπου
τµηµατοποιείται χρησιµοποιώντας µορφολογικές λειτουργίες επεξεργασίας εικόνας
(διαστολή, ανακατασκευή µε διάβρωση, συµπλήρωση κ.α.). ΄Επειτα, αποµόνωσαν τα
χαρακτηριστικά του προσώπου και κατασκευάζουν διανύσµατα που τα περιγράφουν.
Τέλος, εκπαίδευσαν ένα νευρωνικό δίκτυο που προβλέπει τα 7 συναισθήµατα µε
ϐάση τα διανύσµατα αυτά. Η µέθοδος αυτή απέφερε 95.26 % ορθότητα στο test set
των εικόνων JAFFE [44] [45].

Οι Yolcu et al. [47] πρότειναν µια αρχιτεκτονική CNN η οποία πρώτα αποµονώνει
τα χαρακτηριστικά του προσώπου και ϕτιάχνει µία "προσωρινή" εικόνα από αυτά.
΄Επειτα, συνδυάζουν την κανονική ϕωτογραφία µε την προσωρινή και προβλέπουν
το συναίσθηµα µε ένα άλλο CNN καθάυτόν τον τρόπο. ΄Ετσι, συνδυάζουν την γενι-
κή πληροφορία που έρχεται από ολόκληρο το πρόσωπο µε τα τοπικά χαρκακτηρι-
στικά του προσώπου, κάνοντας έτσι το µοντέλο πιο δυνατό. Η παραπάνω τεχνική
εφαρµόσθηκε στις εικόνες που προήλθαν από το Radboud Face Database [48] και
απέφερε 94.44 % ορθότητα.

Οι Arora et al. [49] χρησιµοποίησαν επίσης ένα CNN για να εντοπίσουν επτά
συναισθήµατα. Αρχικά, προεπεξεργάστηκαν την εικόνα, χρησιµοποιώντας διάφορα
ϕίλτρα (όπως Γκαουσιανό ϕίλτρο) για να αφαιρέσουν τον ϑόρυβό της. ΄Επειτα αφα-
ίρεσαν το ϕόντο της εικόνας και δηµιούργησαν ένα διάνυσµα που περιγράφει την
εικόνα, µε την χρήση ενός CNN το οποίο εντόπισε τα κύρια σηµεία του προσώπου.
Για να υπολογισθεί αυτό το διάνυσµα, χρησιµοποίησαν τεχνικές που ϐασίστηκαν
στην γεωµετρία και σε ειδικά σηµεία του προσώπου, αλλά και µια ολιστική τεχνι-
κή που ϐασίστηκε σε όλο το πρόσωπο. Επίσης, χρησιµοποίησαν µια τεχνική που
λάµβανε υπόψιν την κατανοµή των χρωµάτων στην εικόνα. Στο τέλος, η πρόβλεψη
έλαβε χώρα µέσω των τελευταίων στρωµάτων του CNN. Η µέθοδος αυτή απέφερε 97
% ορθότητα στο test set εικόνων, το οποίο προήλθε από ένα άγνωστο σετ εικόνων
που δεν αναφέρεται, καθώς και από το FER2013 [50].
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Οι Lopes et al. [51] επικεντρώθηκαν στις περιπτώσεις όπου οι διαθέσιµες εικόνες
είναι λίγες. Αρχικά, παρήγαγαν νέες εικόνες µε ϐάση αυτό το µικρό σετ εικόνων,
εφαρµόζοντας διάφορες µεταµορφώσεις στην κάθε εικόνα, όπως περιστροφή, κα-
ϑρεπτισµό και διαστρέβλωση. ΄Επειτα, διόρθωσαν τον προσανατολισµο, έτσι ώστε το
πρόσωπο να έρθει παράλληλα µε τον οριζόντιο άξονα της εικόνας, εµπλουτίζοντας
έτσι την γεωµετρική ακριβεία της κάθε εικόνας. Το επόµενο ϐήµα ήταν η περι-
κοπή της εικόνας γύρω από το πρόσωπο, για να αποφευχθεί ο περιττός ϑόρυβος
γύρω από αυτό. Ακόµη, εφαρµόσθηκε µείωση των διαστάσεων των εικόνων και κα-
νονικοποίηση, τα οποία ϑα καθιστούσαν την µετέπειτα διαδικασία συνέλιξης πιο
εύκολη. Στο τέλος της προεπεξεργασίας, εφαρµόσθηκε κανονικοποίηση της έντασης
των εικονοστοιχείων, για να εξοµαλυνθεί η ϕωτεινότητα και η αντίθεση µεταξύ των
εικόνων.

Ο πυρήνας της µεθόδου αυτής είναι ένα CNN, το οποίο αποτελείται από δύο συνε-
λικτικά στρώµατα, δύο στρώµατα υποδειγµατολειψίας και ένα πλήρως συνδεδεµένο
στρώµα. Το CNN αυτό µαθαίνει να εξάγει στοιχειώδη οπτικά χαρακτηριστικά και
στοιχεία που σχετίζονται µε τις εκφράσεις του προσώπου αφού εκπαιδεύθηκε µε
τον αλγόριθµο Stochastic Gradient Descent. Η συγκεκριµένη µέθοδος πέτυχε ορ-
ϑότητα της τάξης του 96.76 % στο σετ εικόνων προσώπου Extended Cohn-Kanade
(CK+) [52] και 86.74 % ορθότητα στο JAFFE.

Ο Ninad Mehendale [53] πρότεινε µια µέθοδο µε όνοµα Facial Emotion Recogni-
tion using Convolutional Neural Networks (FERC) η οποία χρησιµοποιεί ένα CNN
δύο επιπέδων. Το πρώτο επίπεδο περιλαµβάνει την αφαίρεση ϕόντου. Το δεύτερο
επίπεδο εστιάζει στην εξόρυξη χαρακτηριστικών του προσώπου µε την χρήση ενός
ακόµα CNN. Τα χαρακτηριστικά του προσώπου αναπαριστώνται µε την ϐοήθεια ενός
διανύσµατος (το λεγόµενο expressional vector - EV) το οποίο υπολογίσθηκε µε την
ϐοήθεια ενός perceptron το οποίο εφαρµόσθηκε στην εικόνα χωρίς το ϕόντο. Το
διάνυσµα αυτό καταγράφει αλλαγές στην έκφραση και αποτελείται από 24 τιµές που
αντιπροσωπεύουν κανονικοποιηµένες Ευκλείδειες αποστάσεις µεταξύ διαφορετικών
µερών του προσώπου. Η αρχιτεκτονική του CNN χρησιµοποιεί συνελικτικά στρώµα-
τα µε ϕίλτρα για ανίχνευση προτύπων και το τελευταίο στρώµα είναι ένα perceptron
που ϐελτιστοποιεί τις τιµές συντελεστή κλίµακας και εκθέτη.

Στο άρθρο αυτό ο Mehendale συζητά επίσης και την εξαγωγή καρέ από ϐίντεο
µε σκοπό την πρόβλεψη του συναισθήµατος. Το πλάνο µε το µέγιστο συγκεντρωτι-
κό άθροισµα λευκών εικονοστοιχείων, που λαµβάνεται µέσω της ανίχνευσης άκρων
Canny [54], επιλέγεται ως είσοδος για το FERC, και έπειτα εφαρµόζεται η αφαίρε-
ση ϕόντου. Μετέπειτα, η εικόνα χωρίζεται σε επικαλυπτόµενους πίνακες µεγέθους
3 × 3 και εφαρµόζονται συνελικτικά ϕίλτρα για την εξαγωγή χαρακτηριστικών. Η
συγκεκριµένη µέθοδος απέφερε έως και 96 % ορθότητα σε ένα σετ εικόνων, το οποίο
δυστυχώς δεν διευκρινίζεται.

Οι Mollahosseini et al. [55] πρότειναν µια αρχιτεκτονική ΤΝ∆ η οποία χρησιµο-
ποιεί ειδικά στρώµατα νευρώνων, τα λεγόµενα inception layers, καθένα από τα οποία
λειτουργεί ως ένα νευρωνικό µικροδίκτυο το οποίο αποτελεί δοµικό στοιχείο του µε-
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γαλύτερου δικτύου. Το inception layer έγινε γνωστό από ερευνητές της Google από
την αρχιτεκτονική Inception, η οποία είναι η ϱαχοκοκαλιά του διάσηµου µοντέλου
GoogLeNet [56]. Η ϐασική ιδέα πίσω από το στρώµα αυτό είναι η χρήση πολλαπλών
µεγεθών ϕίλτρων και λειτουργιών pooling παράλληλα, µε σκοπό τον εντοπισµό χαρα-
κτηριστικών σε διαφορετικές χωρικές κλίµακες µέσα στο ίδιο επίπεδο. Με αυτόν τον
τρόπο, το δίκτυο µπορεί να εξάγει χαρακτηριστικά σε διάφορα επίπεδα αφαίρεσης
και να συλλάβει διαφορετικά µοτίβα στα δεδοµένα εισόδου.

Το προτεινόµενο δίκτυο αποτελείται από δύο συνελικτικά στρώµατα τα οποία α-
κολουθούνται από ενα στρώµα που εκτελεί την λειτουργία max pooling και έπει-
τα από τέσσερα στρώµατα inception. Το µοντέλο αυτό επέφερε πολύ ικανοποιητι-
κά αποτελέσµατα στα περισσότερα σετ εικόνων που εφαρµόσθηκε. ∆ηλαδή: 94.7
% στο σετ εικόνων MultiPIE [57], 77.6 % στο MMI [58], 55 % στο DISFA [59],
76.7 % στο FERA [60], 47.7 % στο SFEW [61], 93.2 % στο CK+ [52], 66.4 % στο
FER2013 [50].

Οι Oztel et al. [62] χρησιµοποίησαν την τεχνική transfer learning για να εκµεταλ-
λευτούν την δύναµη ήδη εκπαιδευµένων µοντέλων µε σκοπό την πρόβλεψη των συ-
ναισθηµάτων. Πιο συγκεκριµένα, οι Oztel et al. χρησιµοποίησαν τα δίκτυα VGG [21]
και AlexNet [22] κάνοντας δύο πειράµατα µε το καθένα: το πρώτο ήταν να εκπαι-
δεύσουν το κάθε δίκτυο από την αρχή και το δεύτερο να χρησιµοποιήσουν transfer
learning. Συνολικά, δηλαδή, εκπαίδευσαν τέσσερα µοντέλα. Το µοντέλο VGG µε την
τεχνική transfer learning απέφερε την καλύτερη ορθότητα (98.33 %) στο σετ εικόνων
RaFD [48].

Οι Palaniswamy [63] δηµοσίευσαν την µέθοδο DPIIER (Deep learning Pose Il-
lumination Invariant Emotion Recognition) η οποία µπορεί να ταξινοµήσει πέντε
ϐασικά συναισθήµατα (ϑυµό, χαρά, έκπληξη, αηδία και το ουδέτερο συναίσθηµα).
Οι Palaniswamy πρότειναν µια αρχιτεκτονική CNN 15 στρωµάτων, η οποία αποτελε-
ίται από τρία συνελικτικά στρώµατα, όπου το καθένα ακολουθείται από συνάρτηση
ενεργοποίησης ReLU και στρώµατα pooling, και από πλήρως συνδεδεµένα στρώµατα
µε συνάρτηση ενεργοποίησης Softmax. Χρησιµοποίησαν επίσης 3-fold Cross Vali-
dation και ϐρήκαν τις ϐέλτιστες παραµέτρους για το δίκτυο. Παρόλο που εφάρµοσαν
το µοντέλο και στα σετ εικόνων KDEF [64], JAFFE [44] [45] και CK+ [52], τελικώς
εκπαίδευσαν το µοντέλο στο σετ εικόνων Multi-PIE [57], καθώς περιείχε εικόνες µε
διαφορετικές γωνίες λήψεις και ϕωτισµό, κάνοντας έτσι το µοντέλο πιο ισχυρό. Η
µέση ορθότητα που πέτυχαν, χρησιµοποιώντας Cross Validation, ήταν 96.55 % στην
ϐάση εικόνων Multi-PIE [57].

Οι Munsif et al. [65] χρησιµοποίησαν µεθόδους ϐαθιάς µάθησης για να παρα-
κολουθήσουν νευρολογικές διαταραχές όπως το Alzheimer, το Parkinson και τα
εγκεφαλικά επεισόδια, µέσω της έκφρασης του προσώπου του ασθενούς. ΄Ενα από
τα προτερήµατα του µοντέλου αυτού είναι πως είναι αρκετά "ελαφρύ" και µπορε-
ί να τρέξει σε κινητές συσκευές. Αρχικά, εντόπισαν και αποµόνωσαν το πρόσωπο
του ασθενούς, µε τον γνωστό αλγόριθµο Viola-Jones [43], αφού µετέτρεψαν την ει-
κόνα σε ασπρόµαυρη. ΄Επειτα µίκρυναν τις εικόνες σε µέγεθος 148 × 148 pixel.
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Εν συνεχεία, έδωσαν ως είσοδο τις εικόνες σε ένα CNN το οποίο αποτελείται από τα
εξής µέρη: έξι συνελικτικά στρώµατα µε διάφορα µεγέθη ϕίλτρων (3 × 3 στα πρώτα
τέσσερα στρώµατα και 5 × 5 στα επόµενα δύο) µε συνάρτηση ενεργοποίησης ReLU,
πέντε στρώµατα pooling µετά από κάθε συνελικτικό στρώµα εκτός από το πρώτο, ε-
πτά στρώµατα κανονικοποίησης (batch normalization layers - BNLs) µετά από κάθε
συνελικτικό στρώµα, και τέλος τρία πλήρως συνδεδεµένα στρώµατα, εκ των οποίων το
ένα είναι η έξοδος. Το συγκεκριµένο µοντέλο προβλέπει µόνο τέσσερα συναισθήµατα
(χαρά, λύπη, ϑυµό και το ουδέτερο συναίσθηµα). Το µοντέλο αυτό απέφερε µέγιστη
ορθότητα 97 % στο σετ εικόνων KDEF [64].

3.3 ΄Αλλες µέθοδοι

Οι µέθοδοι που ϑα αναφερθούν σε αυτό το υποκεφάλαιο δεν περιορίζονται αποκλει-
στικά σε συνελικτικά νευρωνικά δίκτυα (CNN) και νευρωνικά, αλλά περιλαµβάνουν
και άλλες τεχνικές όπως η ανάλυση κυρίαρχων συνιστωσών (PCA), µέθοδοι ϕίλτρων
και ορισµένες προσαρµοστικές τεχνικές.

Οι Agrawal και Khatri [66] πρότειναν µια µέθοδο που ϐασίζεται στην ανάλυση
κύριων συνιστωσών (Principal Component Analysis - PCA) για να προβλέψουν έξι
συναισθήµατα. Καταρχάς, προεπεξεργάζονται την εικόνα µε τα εξής ϐήµατα: πρώτα
ανιχνεύουν το πρόσωπο µε τον αλγόριθµο Viola Jones [43], έπειτα εντοπίζουν τα
κύρια χαρακτηριστικά του προσώπου (µάτια, µύτη, στόµα, ϕρύδια και πηγούνι),
µετά ανιχνεύουν το χρώµα του δέρµατος µε σκοπό να την ϕωτίσουν αν χρειάζεται,
αφαιρούν τον ϑόρυβο χρησιµοποιώντας αλγόριθµους αφαίρεσης ϑορύβου και τέλος
ανιχνεύουν τις ακµές της εικόνας. ΄Επειτα, εφαρµόζουν ανάλυση κύριων συνιστω-
σών (PCA), υπολογίζοντας τις ιδιοτιµές και τα ιδιοδιανύσµατα της κάθε εικόνας, και
µετρούν την ευκλείδια απόσταση από το ουδέτερο συναίσθηµα. Η µέθοδος αυτή α-
πέφερε 99,0744 % ορθότητα (99.84 % ορθότητα για εικόνες µε πολλαπλά πρόσωπα).
Το σετ εικόνων που χρησιµοποιήθηκε δεν αναφέρεται, όµως σύµφωνα µε τις εικόνες
της δηµοσίευσης, πρόκειται για εικόνες των συγγραφέων.

Οι Boughida et al. [67] πρότειναν µια µέθοδο η οποία ϐασίζεται στα ϕίλτρα Gabor
και σε γενετικούς αλγόριθµους. Ως πρώτο ϐήµα, ϐρήκαν τα 68 σηµεία αναφοράς
(facial landmarks) τα οποία ορίζουν τις περιοχές ενδιαφέροντος (Regions Of Interest
- ROI) µε την µέθοδο των Sullivan και Kazemi [68]. Οι περιοχές αυτές είναι τα µάτια,
τα ϕρύδια και το στόµα και αποµονώθηκαν για να περάσουν στην συνέχεια ϕίλτρα
Gabor 2 συχνοτήτων και 5 προσανατολισµών. Τα ϕίλτρα Gabor είναι µαθηµατικές
συναρτήσεις που χρησιµοποιούνται στην επεξεργασία και την ανάλυση υφής της ει-
κόνας. Πήραν το όνοµα τους από τον ϕυσικό Dennis Gabor, ο οποίος τα εισήγαγε
στο πλαίσιο της ανάλυσης σηµάτων και της ϑεωρίας της επικοινωνίας. Τα ϕίλτρα Ga-
bor έχουν σχεδιαστεί για να µιµούνται ορισµένες ιδιότητες της ανθρώπινης οπτικής
αντίληψης, ιδιαίτερα την ικανότητα του οπτικού συστήµατος να αναλύει υφές και να
αναγνωρίζει µοτίβα σε διαφορετικούς προσανατολισµούς και κλίµακες.

΄Ενα ϕίλτρο Gabor δίνεται από τον παρακάτω τυπο:
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x ′ = xcosθ + ysinθ

και
y′ = −xsinθ + ycosθ

όπου (x, y) είναι η τοποθεσία του εικονοστοιχείου, ω η κεντρική ακτινική συχνότη-
τα, θ η κατεύθυνση του ϕίλτρου Gabor και σ η τυπική απόκλιση του ϕίλτρου.

Η αναπαράσταση ενός ϕίλτρου Gabor µίας εικόνας I(x, y) είναι η συνέλιξη της µε
το ϕίλτρο, δηλαδή:

O(x, y) = I(x, y) ∗ ψ(x, y, ω, θ)

Μετέπειτα, τα διανύσµατα που προέκυψαν από τα ϕίλτρα Gabor συµπτήχθηκαν
σε ένα διάνυσµα για κάθε εικόνα, και στην συνέχεια χρησιµοποιήθηκαν για την
εκπαίδευση ενός µοντέλου ταξινόµησης SVM. ΄Υστερα, οι παράµετροι του µοντέλου
ϐελτιστοποιήθηκαν µε την χρήση γενετικών αλγόριθµων. ΄Ενας γενετικός αλγόριθ-
µος είναι µια εξελικτική µέθοδος αναζήτησης και ϐελτιστοποίησης που εµπνέεται
από τη ϕυσική διαδικασία της εξέλιξης και της ϕυσικής επιλογής. Ο αλγόριθµος
αυτός χρησιµοποιείται για την επίλυση προβληµάτων ϐελτιστοποίησης, όπου πρέπει
να ϐρεθεί η ϐέλτιστη λύση σε ένα χώρο αναζήτησης, καθώς και για προβλήµατα
µηχανικής µάθησης και τεχνητής νοηµοσύνης. Η µέθοδος αυτή επέφερε ορθότητα
96.3 % στο σετ εικόνων JAFFE [44] [45], 94.2 % στο σετ εικόνων CK [69] και 94.26
% στο σετ εικόνων CK+ [52].

Οι Mehta και Jadhav [70] πρότειναν µια παρόµοια µέθοδο µε την προηγούµενη, η
οποία χρησιµοποιεί ϕίλτρα Log Gabor, δηλαδή ϕίλτρα Gabor σε λογαριθµική κλίµα-
κα. Το πρώτο τους ϐήµα ήταν να προεπεξεργαστούν την εικόνα, προσαρµόζοντας την
αντίθεση και την ϕωτεινότητα και κανονικοποιώντας την εικόνα. ΄Επειτα, αποµόνω-
σαν το πρόσωπο και εφάρµοσαν τα ϕίλτρα Gabor 5 µεγεθών και 8 κατευθύνσεων (
5 × 8 ) τα οποία κατέληξαν σε 40 εικόνες για κάθε πρόσωπο. Μετέπειτα χρησιµο-
ποιήθηκε ανάλυση κύριων συνιστωσών (Principal Component Analysis - PCA) για
να συµπιεστούν οι 40 αυτές εκόνες, είτε συµπιέζοντας προς τις 8 κατευθύνσεις, είτε
προς τα 5 µεγέθη. Ως τελευταίο ϐήµα, έγινε η ταξινόµηση των συναισθηµάτων των
εικόνων του test set µε ϐάση την ευκλείδια απόστασή των ϕίλτρων Gabor από τα
ϕίλτρα Gabor του training set. Η µέθοδος αυτή επέφερε 93.57 % ορθότητα στις
εικόνες του test set.

Οι Ahmet et al. [71] επιχείρησαν να προβλέψουν τα επτά συναισθήµατα χρησιµο-
ποιώντας Local Binary Patterns (LBP) [72]. Η µέθοδος LBP προτάθηκε πρώτα για
ανάλυση υφής και έπειτα για αναγνώριση προσώπων και συναισθήµατος. Η διαδι-
κασία λειτουργεί ως εξής : για κάθε εικονοστοιχείο στην εικόνα, δηµιουργείται ένας
δυαδικός κώδικας συγκρίνοντας την τιµή ϕωτεινότητας του κεντρικού εικονοστοι-
χείου µε αυτήν των γειτόνων του. ΄Επειτα, οι τιµές των γειτονικών εικονοστοιχείων
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συγκρίνονται µε την τιµή του κεντρικού εικονοστοιχείου, και αν το γειτονικό εικονο-
στοιχείο είναι µεγαλύτερο ή ίσο µε το κεντρικό, του αντιστοιχεί δυαδική τιµή 1, αλλι-
ώς του αντιστοιχεί δυαδική τιµή 0. Εν συνεχεία, οι δυαδικές τιµές που προκύπτουν
από τις συγκρίσεις των γειτονικών εικονοστοιχείων συνενώνονται για να σχηµατίσουν
έναν LBP κώδικα για το κεντρικό εικονοστοιχείο. Στο τέλος, οι κώδικες LBP συλ-
λέγονται από διάφορες περιοχές της εικόνας, και δηµιουργείται ένα ιστόγραµµα που
αντιπροσωπεύει την κατανοµή των LBP προτύπων σε αυτήν την περιοχή.

Αφού παρήγαγαν τα ιστογράµµατα για κάθε εικόνα, οι Ahmet et al. χρησιµοπο-
ίησαν ένα µοντέλο ταξινόµησης SVM. Μετά από πολλαπλά πειράµατα, η καλύτερη
ορθότητα που επετεύχθη ήταν 94.4 % στο σετ εικόνων Cohn-Kanade [69].

Οι Lakshmi και Ponnusamy [73] συνδύασαν την ιδέα των Local Binary Patterns
(LBP), των Histogram of Oriented Gradients (HOG) [74] και των autoencoders και
έφτιαξαν ένα µοντέλο που προβλέπει µε µεγάλη ορθότητα τα συναισθήµατα από ει-
κόνες προσώπου. Αρχικά, εντόπισαν και αποµόνωσαν το πρόσωπο µε την ϐοήθεια
του γνωστού αλγόριθµου Viola Jones [43]. ΄Επειτα, εφάρµοσαν ένα υψιπερατό ϕίλ-
τρο Butterworth για να τονισθούν τα στοιχεία του προσώπου, και εντοπίσθηκαν
τα µάτια, το στόµα και η µύτη πάλι µε την ϐοήθεια του Viola Jones [43]. Το ε-
πόµενο ϐήµα ήταν να εφαρµόσουν την µέθοδο HOG και την LBP, να ενώσουν τα
δύο διανύσµατα που υπολογίσθηκαν από τις δύο µεθόδους και να τα συµπιέσουν
χρησιµοποιώντας µια σειρά από autoencoders. Το τελευταίο ϐήµα ήταν να χρησιµο-
ποιήσουν τα συµπιεσµένα διανύσµατα ως είσοδο για την εκπαίδευση ενός µοντέλου
ταξινόµησης SVM. Τα αποτελέσµατα ήταν 97.66 % ορθότητα στο σετ εικόνων CK [69]
και 97.67 % στο σετ JAFFE [44] [45].

Οι Deng et al. [75] παρουσίασαν µια µέθοδο η οποία χρησιµοποιεί επίσης ϕίλτρα
Gabor, σε συνδυασµό µε Ανάλυση Κύριων Συνιστωσών (Principal Component Analy-
sis - PCA) και Γραµµιικη ∆ιακριτική Ανάλυση (Linear Discriminant Analysis - LDA).
Το πρώτο ϐήµα ήταν να προεπεξεργαστούν την εικόνα, κανονικοποιώντας την ϕωτει-
νότητα και προσαρµόζοντας το σχήµα και το µέγεθος. Πιο αναλυτικά, ανίχνευσαν τα
σηµεία των χαρακτηριστικών του προσώπου (µάτια, µύτη και στόµα), περιέστρεψαν
την κάθε εικόνα ώστε να ευθυγραµµιστούν όλες και εντόπισαν το τετράγωνο εντός του
οποίου περιέχεται το κάθε πρόσωπο. ΄Επειτα, προσάρµοσαν το µέγεθος της εικόνας,
ϕροντίζοντας το κέντρο των µατιών να ϐρίσκεται σε σταθερή ϑέση. Τέλος, εφάρµοσαν
µια µέθοδο εξισορρόπησης ιστογράµµατος για να εξισορροπήσουν τον ϕωτισµό της
κάθε εικόνας.

΄Οσον αφορά το µοντέλο πρόβλεψης, αρχικά χρησιµοποίησαν µια "τράπεζα" α-
πό ϕίλτρα Gabor για να δηµιουργήσουν ένα διάνυσµα που περιγράφει την εικόνα.
΄Επειτα, συµπίεσαν τα διανύσµατα χρησιµοποιώντας µόνο PCA, αλλά και συνδυα-
στικά µε την µέθοδο LDA. Στο τέλος, ταξινόµησαν τις εικόνες µε ϐάση την ευκλε-
ίδια απόσταση. Η συγκεκριµένη µέθοδος απέφερε 97.33 % χρησιµοποιώντας PCA
και LDA συνδυαστικά για την συµπίεση των διανυσµάτων στο σετ εικόνων JAF-
FE [44] [45].
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Οι De et al. [76] πρότειναν µια µέθοδο η οποία χρησιµοποιεί τα λεγόµενα eigenfa-
ces [77] για την ταξινόµηση των διαφόρων συναισθηµάτων. Η µέθοδος των eigenfaces
πήρε το όνοµα της από τα ιδιοδιανύσµατα (eigenvectors) τα οποία χρησιµοποιούνται
κατά τον υπολογισµούς της ανάλυσης κυρίως συνιστωσών (PCA). Ουσιαστικά, εφαρ-
µόζεται PCA στο σετ εικόνων και εξάγονται οι κύριες συνιστώσες τους. Οι κύριες
συνιστώσες, οι οποίες αναπαριστούν τις πιο σηµαντικές χαρακτηριστικές πληροφο-
ϱίες των εικόνων, ονοµάζονται "eigenfaces" και µπορούν να χρησιµοποιηθούν για
αναγνώριση προσώπων.

Οι De et al. αρχικά εντόπισαν το πρόσωπο στην εικόνα µε την µέθοδο HSV (Hue -
Saturation - Value) και την αποµόνωσαν, τµηµατοποιώντας την εικόνα σε δύο µέρη:
το µέρος του προσώπου και το ϕόντο. ΄Επειτα, εφάρµοσαν PCA για να πάρουν τα
eigenfaces. Για την εκπαίδευση του µοντέλου ταξινόµησης των εικόνων του test
set χρησιµοποίησαν την ευκλείδια απόσταση από το µέσο των eigenfaces του σετ
εκπαίδευσης. Οι ερευνητές δεν ανέφεραν την συνολική ορθότητα του µοντέλου τους,
ωστόσο αναφέρουν το ποσοστό αναγνώρισης του κάθε συναισθήµατος ξεχωριστά. Το
χαρούµενο συναίσθηµα ήταν αυτό που απέφερε την µεγαλύτερη ορθότητα (93.1 %),
ενώ το συναίσθηµα του ϕόβου επέφερε την µικρότερη (77.7 %), σε ένα σετ εικόνων
πιθανώς µη δηµιοσιευµένο.

Οι Lajevardi και Lech [78] χρησιµοποίησαν λογαριθµικά ϕίλτρα Gabor για να
προβλέψουν έξι συναισθήµατα (ϑυµό, αηδία, ϕόβο, χαρά, ϑλίψη και έκπληξη) πάνω
στις εικόνες του σετ CK [69], οι οποίες ουσιαστικά είναι καρέ από ϐίντεο. Καταρχάς,
εντόπισαν το πρόσωπο σε κάθε εικόνα µε την ϐοήθεια του γνωστού αλγόριθµου Viola-
Jones [43]. Μετέπειτα, ϐρήκαν το καρέ του ϐίντεο κατά το οποίο το πρόσωπο είναι
το πιο εκφραστικό, υπολογίζοντας την αµοιβαία πληροφορία (Mutual Information -
MI) µεταξύ του αρχικού καρέ και του καρέ ενδιαφέροντος. Η αµοιβαία πληροφορία
δύο διακριτών τυχαίων µεταβλητών X και Y υπολογίζεται ως εξής :

I(X, Y ) =
∑
x∈X

∑
y∈Y

p(x, y) log2

(
p(x, y)

p(x) · p(y)

)

΄Επειτα, εφάρµοσαν λογαριθµικά ϕίλτρα Gabor και επέλεξαν το καλύτερο, και µετά
επέλεξαν το καλύτερο σετ χαρακτηριστικών µε ϐάση τον αλγόριθµο MIFS (Mutual
Information based Feature Selection) ο οποίος ϐασίζεται στο κριτήριο της αµοιβαίας
πληροφορίας. Στο τέλος, εκπαίδευσαν έναν ταξινοµητή Naïve Bayes. Το σύστηµα
αυτό επέφερε 79.5 % ορθότητα στο σετ εικόνων CK [69].

Οι Alreshidi και Ullah [79] χρησιµοποίησαν µια τεχνική µε όνοµα "Neighbourhood
Difference Features" (NDF) η οποία αξιοποιεί την σχέση γειτονικών περιοχών της
εικόνας. ΄Οπως και οι περισσότερες άλλες µέθοδοι, αρχικά ανιχνεύθηκε το πρόσωπο
στην εικόνα χρησιµοποιώντας τον αλγόριθµο Viola-Jones [43], και στην συνέχεια
εξήγαγαν τα χαρακτηριστικά NDF, τα οποία διατύπωσαν διαφορετικά µοτίβα µε ϐάση
τις σχέσεις µεταξύ γειτονικών περιοχών της εικόνας. Μετέπειτα, ταξινόµησαν τις
εικόνες χρησιµοποιώντας Τυχαία ∆έντρα (Random Forest Classifier) και προέβλεψαν
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τα επτά συναισθήµατα. Για να αξιολογήσουν το εν λόγω µοντέλο, χρησιµοποίησαν
εκτός από την ορθότητα, την ανάκληση και την ακρίβεια. Συνολικά, το µοντέλο
αυτό απέφερε 57.7 % ορθότητα στο σετ εικόνων SFEW [61] και 59 % ορθότητα στο
RAF-DB [80].
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Κεφάλαιο 4

Τεχνικές Λεπτοµέρειες

4.1 Γλώσσα προγραµµατισµού Python

Για όλες τις προγραµµατιστικές εργασίες που αφορούν την παρούσα διπλωµατική
χρησιµοποιήθηκε η γλώσσα προγραµµατισµού Python και συγκεκριµένα η έκδοση
3.9.16. Η Python [81] [82] είναι µια γλώσσα προγραµατισµού υψηλού επιπέδου
η οποία χρησιµοποιείται ευρέως λόγω της απλότητας της σύνταξής της, καθώς και
λόγω της πληθώρας ϐιβλιοθηκών (libraries) που είναι διαθέσιµες προς εγκατάσταση
οι οποίες προσφέρουν αµέτρητες επιπρόσθετες λειτουργίες.

Η Python [81] [82] δηµιουργήθηκε από τον Ολλανδό Γκίντο ϐαν Ρόσσουµ το
1989 (Guido van Rossum). Το όνοµα της οφείλεται στην αγάπη του ϐαν Ρόσσουµ
προς τους Βρετανούς κωµικούς Monty Python. Είναι µια διερµηνευόµενη γλώσ-
σα προγραµµατισµού (interpreted), και δεν απαιτεί προηγουµένως µεταγλώτισση
(compilation), δηλαδή µετρατροπή του πηγαίου κώδικα σε κώδικα µηχανής.

Η Python χρησιµοποιείται σε ποικίλους τοµείς. Πρωτίστως χρησιµοποιείται στον
τοµέα της τεχνητής νοηµοσύνης και ιδιαίτερα στην µηχανική µάθηση, όπου µπορεί
κανείς να αναπτύξει και να χρησιµοποιήσει µοντέλα µηχανικής µάθησης. ΄Επειτα,
χρησιµοποιείται εκτενώς για την εκτέλεση διάφορων υπολογισµών, κυρίως επιστη-
µονικών, όπως η ανάλυση δεδοµένων, η στατιστική, ο απειροστικός λογισµός και η
γραµµική άλγεβρα. Ακόµη, αξιοποιείται για την δηµιουργία ιστοσελίδων και για την
δηµιουργία εφαρµογών.

Πιο συγκεκριµένα, εγκαταστάθηκε σε υπολογιστή µε λειτουργικό σύστηµα Win-
dows µέσω του προγράµµατος Anaconda [83], το οποίο έχει την δυνατότητα να
δηµιουργεί πολλαπλά ανεξάρτητα εικονικά περιβάλλοντα Python. Με την ϐοήθεια
του Anaconda, κάθε περιβάλλον είναι αποµονωµένο και προσαρµοσµένο στις α-
νάγκες για τις οποίες δηµιουργήθηκε. Για παράδειγµα, ένα περιβάλλον που έχει ως
στόχο την ανάπτυξη προγραµµάτων για ανάλυση εικόνων είναι πολύ πιθανόν να έχει
διαφορετικές ϐιβλιοθήκες εγκατεστηµένες από ένα περιβάλλον που έχει ως στόχο την
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ανάλυση σηµάτων.

Με την ϐοήθεια του Anaconda, δηµιουργήθηκε ένα εικονικό περιβάλλον, το οποίο
περιλαµβάνει εγκατεστηµένες διάφορες ϐιβλιοθήκες που χρησιµοποιήθηκαν για την
ανάπτυξη του κώδικα. Οι εν λόγω ϐιλιοθήκες ϑα αναφερθούν εκτενέστερα στο επόµε-
νο υποκεφάλαιο. Για την ανάπτυξη και επεξεργασία του κώδικα χρησιµοποιήθηκε
το Ολοκληρωµένο Περιβάλλον Ανάπτυξης (Integrated Development Environment -
IDE) Visual Studio Code της Microsoft [84].

Επιπροσθέτως, προγράµµατα τα οποία απαιτούσαν πολλή µνήµη και υπολογιστι-
κή δύναµη, όπως η εκπαίδευση τεχνητών νευρωνικών δικτύων, έτρεξαν στην πλατ-
ϕόρµα Google Colab [85], η οποία παρέχει δωρεάν πρόσβαση σε µονάδες επεξεργα-
σίας γραφικών (GPU) και µονάδες επεξεργασίας Tensor (TPU), οι οποίες προσφέρουν
επιτάχυνση στην εκτέλεση αλγόριθµων µηχανικής µάθησης. Το όνοµα του Goo-
gle Colab είναι σύντµηση της λέξης Colaboratory διότι προσφέρει online πρόσβαση
σε πηγαίο κώδικα επιτρέποντας την ταυτόχρονη επεξεργασία του από πολλαπλο-
ύς χρήστες. Τέλος, προσφέρει δωρεάν αποθήκευση αρχείων, ή ακόµα και εύκολη
πρόσβαση στα αρχεία του χρήστη που ϐρίσκονται αποθηλευµένα στο Google Dri-
ve.

4.2 Τύποι αρχείων

Ο συνήθης τύπος αρχείων Python είναι τα αρχεία µε κατάληξη ".py". Τα αρχεία
αυτά περιέχουν µόνο πηγαίο κώδικα Python. Χρησιµοποιούνται για την ανάπτυξη
και εκτέλεση προγραµµάτων Python. Ωστόσο, υπάρχει ένας επιπλέον τύπος αρχείων
µε κατάληξη ".ipynb". Τα αρχεία τύπου ".ipynb" είναι αρχεία Jupyter Notebook και
είναι διαδραστικά αρχεία που περιέχουν κελιά µε κώδικα Python αλλά και εικόνες,
κελιά µε κείµενο, τίτλους και άλλα στοιχεία. Η ειδοποιός διαφορά τους είναι πως το
δεύτερο δίνει την επιλογή της εκτέλεσης µόνο των επιθυµητών κελιών, καθώς και την
άµεση προβολή των αποτελεσµάτων σε πραγµατικό χρόνο. ΄Ολος ο πηγαίος κώδικας
που αναπτύχθηκε ϐρίσκεται σε αρχεία τύπου ".ipynb".

4.3 Βιβλιοθήκες

Παρακάτω αναγράφονται οι ϐιβλιοθήκες που χρησιµοποιήθηκαν για την επεξεργασία
εικόνων, για τον χειρισµό των δεδοµένων, για την ανάπτυξη των µοντέλων µηχανικής
µάθησης και για την αξιολόγησή τους.

• Numpy [86]: Παρέχει λειτουργίες για την επιστηµονική και αριθµητική επε-
ξεργασία δεδοµένων, καθώς και λειτουργίες γραµµικής άλγεβρας για πράξεις
µεταξύ πινάκων. ∆εδοµένου ότι οι εικόνες διαβάζονται από τον υπολογιστή ως
δισδιάστατοι ή τρισδιάστατοι πίνακες αριθµών, όπου κάθε αριθµός αποτελεί
την ένταση του κάθε εικονοστοιχείου, η ϐιβλιοθήκη Numpy αποτελεί χρήσιµο
εργαλείο για τον χειρισµό των εικόνων ως αριθµητικοί πίνακες.
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• Pandas [87]: Προσφέρει εργαλεία εισαγωγής, ανάλυσης και επεξεργασίας δε-
δοµένων. Προσφέρει την ευρέως χρησιµοποιούµενη δοµή δεδοµένων DataFra-
me.

• Tensoflow [88]: Παρέχει ένα πλαίσιο για την δηµιουργία, εκπαίδευση και
αξιολόγηση τεχνητών νευρωνικών δικτύων. Επίσης, παρέχει συναρτήσεις που
ϐοηθούν στην ταχεία εκτέλεση των αλγόριθµων στον επεξεργαστή της κάρτας
γραφικών (GPU).

• Keras [89]: Το Keras αρχικά αναπτύχθηκε για την κατασκευή τεχνητών νευ-
ϱωνικών δικτύων. Αργότερα, όµως, αφοµοιώθηκε στην ϐιβλιοθήκη Tensorflow
και χρησιµοποιείται ως διεπαφή (interface) για την δηµιουργία και εκπαίδευση
τους.

• OpenCV [90]: Προσφέρει εργαλεία για την επεξεργασία εικόνων αλλά και
πολλαπλές δυνατότητες που αφορούν την υπολογιστική όραση. Το OpenCV
χρησιµοποιήθηκε στην παρούσα εργασία για τον εντοπισµό προσώπων στις
εικόνες.

• Scikit-learn [91]: Παρέχει εργαλεία για την ανάλυση και προ-επεξεργασία
των δεδοµένων για να εισαχθούν αργότερα σε µοντέλα µηχανικής µάθησης. Ε-
πίσης, προσφέρει τα εργαλεία για την δηµιουργία, εκπαίδευση και αξιολόγηση
των εν λόγω µοντέλων.

• Matplotlib [92]: Πρόκειται για µια ϐιβλιοθήκη οπτικοποίησης η οποία πα-
ϱέχει όλες τις απαραίτητες λειτουργίες για την παραγωγή γραφηµάτων κάθε
τύπου. Επίσης, χρησιµοποιείται για την οπτικοποίηση των εικόνων, επεξεργα-
σµένων και µη, καθώς και για την εµφάνιση πολλαπλών υπο-γραφηµάτων ή
εικόνων σε ένα ενιαίο γράφηµα.
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Κεφάλαιο 5

Datasets εικόνων

5.1 KDEF

Το σετ εικόνων Karolinska Directed Emotional Faces (KDEF) [64] είναι µια συλλογή
2940 έγχρωµων εικόνων που συµπεριλαµβάνει επτά συναισθήµατα (χαρά, λύπη,
ϑυµό, αηδία, ϕόβο, έκπληξη και ουδέτερη έκφραση). Το σετ αυτό σηµιουργήθηκε το
1998 από το Ινστιτούτο Καρολίνσκα στην Σουηδία και περιλαµβάνει εικόνες από 70
άτοµα, εκ των οποίων 35 είναι γυναίκες και 35 είναι άντρες, µε διαφορετικές γωνίες
λήψης.

Κάθε πρόσωπο απεικονίζεται µε ένα συναίσθηµα µόνο µία ϕορά, µε σκοπό να
επιβεβαιωθεί ότι το συναίσθηµα είναι αυθεντικό. Το KDEF είναι πολύτιµος πόρος για
την έρευνα πάνω σε εικόνες, ειδικά στον τοµέα της αναγνώρισης συναισθηµάτων και
της ανάλυσης εκφράσεων του προσώπου. Στην εικόνα 5.1 απεικονίζεται ένα τυχαία
επιλεγµένο παράδειγµα εικόνας από κάθε κλάση, δηλαδή από κάθε συναίσθηµα.
Τέλος, όλες οι εικόνες είναι διαθέσιµες µέσω αρχείου JPG.

5.2 JAFFE

Το σετ εικόνων Japanese Female Facial Expression (JAFFE) [45] [44] αποτελείται
από 213 ασπρόµαυρες εικόνες που εκφράζουν επίσης επτά συναισθήµατα (χαρά,
λύπη, ϑυµό, αηδία, ϕόβο, έκπληξη και ουδέτερη έκφραση). Περιλαµβάνει 213 ει-

Σχήµα 5.1: Παραδείγµατα εικόνων από το σετ KDEF

72



Σχήµα 5.2: Παραδείγµατα εικόνων από το σετ JAFFE

κόνες που καταγράφουν διάφορες εκφράσεις από ένα σύνολο 10 γυναικών. Το
σύνολο εικόνων JAFFE αναπτύχθηκε για ερευνητικούς σκοπούς και είναι προσβάσι-
µο για λήψη µέσω του διαδικτύου. Στην εικόνα 5.2 απεικονίζεται ένα τυχαία επιλεγ-
µένο παράδειγµα εικόνας από κάθε κλάση, δηλαδή από κάθε συναίσθηµα. ΄Ολες οι
εικόνες είναι διαθέσιµες µέσω αρχείου TIFF (Tagged Image File Format).

5.3 ∆ιερευνητική ανάλυση εικόνων

Σε αυτό το υποκεφάλαιο ϑα παρουσιασθούν κάποια ϐασικά διερευνητικά ϐήµατα τα
οποία έγιναν και στα δυο σετ εικόνων, µε σκοπό να δούµε πώς µοιάζει το κάθε σετ
συνολικά αλλά και το κάθε συναίσθηµα ξεχωριστά.

Αρχικά, για κάθε σετ εικόνων υπολογίσθηκε η "µέση" εικόνα κάθε συναισθήµατος.
Πιο συγκεκριµένα, ϐρέθηκε ο µέσος όρος των εικονοστοιχείων όλων των εικόνων για
κάθε ξεχωριστό συναίσθηµα. Ο µέσος όρος των εικόνων λειτουργεί ως µια συνθετική
απεικόνιση των ϐασικών χαρακτηριστικών προσώπου που συσχετίζονται µε ένα συ-
γκεκριµένο συναίσθηµα. Το "µέσο πρόσωπο" καταγράφει τα οπτικά στοιχεία και τα
χαρακτηριστικά που συνήθως συσχετίζονται µε ένα συγκεκριµένο συναίσθηµα και
ουσιαστικά παρέχει µια συνοπτική αναπαράσταση των χαρακτηριστικών προσώπου
που σχετίζονται µε αυτό.

Για το KDEF µπορούµε να παρατηρήσουµε πως στην µέση εικόνα των εικόνων
µπροστινής λήψης τα συναισθήµατα είναι αρκετά διακριτά, ακόµα και αν η µέση ει-
κόνα κάθε συναισθήµατος είναι πιο ϑολή. Το ίδιο ισχύει και για το JAFFE, στο οποίο
διακρίνεται εύκολα και το ϕύλο των συµµετεχόντων, αφού το σετ αυτό αποτελείται
αποκλειστικά από γυναίκες.

Η διαδικασία ϐοηθά στη µείωση του ϑορύβου, παρέχοντας µια πιο καθαρή α-
πεικόνιση των ϐασικών χαρακτηριστικών του προσώπου που σχετίζονται µε το κάθε
συναίσθηµα. Τα αποτελέσµατα οπτικοποιούνται στην εικόνα 5.3.

΄Επειτα, παρατηρήσαµε την συχνότητα του εκάστοτε συναισθήµατος στο κάθε σετ
εικόνων. Οι συχνότητες απεικονίζονται σε ϱαβδογράµµατα στις εικόνες 5.4 και 5.5.
Το ϐήµα αυτό ήταν σηµαντικό για να παρατηρήσουµε αν υπήρχαν ανισορροπίες
στον αριθµό των συναισθηµάτων, δηλαδή αν είχαµε µεγάλες διαφορές µεταξύ των
ποοσοτήτων των εικόνων που ανήκουν σε κάθε έκφραση.
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(αʹ) KDEF (µόνο µπροστινές εικόνες)

(ϐʹ) KDEF (µαζί µε εικόνες υπό γωνία)

(γʹ) JAFFE

Σχήµα 5.3: Οπτικοποίηση µέσου προσώπου για κάθε συναίσθηµα

(αʹ) Χωρίς τις εικόνες υπό γωνία (ϐʹ) Με τις εικόνες υπό γωνία

Σχήµα 5.4: Ραβδόγραµµα συχνοτήτων συναισθήµατος για το σετ εικόνων KDEF

Σχήµα 5.5: Ραβδόγραµµα συχνοτήτων συναισθήµατος για το σετ εικόνων JAFFE
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5.4 Οµοιότητα συναισθηµάτων

Στο πλαίσιο της εξερεύνησης και αρχικής ανάλυσης των εικόνων υπολογίσθηκε και
η οµοιότητα µεταξύ των συναισθηµάτων για κάθε σετ εικόνων ξεχωριστά. Η οµοιότη-
τα των εικόνων είναι µια ευρέως χρησιµοποιούµενη µέθοδος η οποία ϐοηθά στην
εύρεση παρόµοιων ειικόνων µε σκοπό την εξαγωγή των κοινών τους χαρακτηριστι-
κών [93]. Υπάρχουν διάφορες συναρτήσεις που µετρούν την οµοιότητα (similarity
functions) [94] [95] [96], ωστόσο σε αυτή την περίπτωση χρησιµοποιήθηκε η ευκλε-
ίδια απόσταση. Καθώς ϑα ήταν πιο πολύπλοκο να υπολογισθεί η οµοιότητα µεταξύ
όλων των εικόνων, χρησιµοποιήθηκε η µέση εικόνα κάθε συναισθήµατος.

Αρχικά, υπολογίσθηκε η µέση εικόνα, όπως περιγράφηκε στο προηγούµενο κε-
ϕάλαιο. ΄Επειτα, µετρήθηκε η ευκλείδια απόσταση των εικονοστοιχείων µεταξύ κάθε
Ϲεύγους συναισθηµάτων [97]. Η ευκλείδια απόσταση µετρά την "απόσταση" µεταξύ
δύο σηµείων σε έναν πολυδιάστατο χώρο και µπορεί να χρησιµοποιηθεί για να εκτι-
µήσουµε πόσο διαφορετικά είναι δύο διανύσµατα. Τέλος, οι τιµές των αποστάσεων
κανονικοποιήθηκαν στο [0, 1], χρησιµοποιώντας τον παρακάτω τύπο:

similarity matrixnormalized = 1 −
similarity matrix

max(similarity matrix)

όπου max(similarity matrix) η µέγιστη τιµή του πίνακα.

Το αποτέλεσµα ήταν ένας πίνακας οµοιότητας, ο οποίος περιέχει τιµές που αντα-
νακλούσαν το ϐαθµό οµοιότητας µεταξύ όλων των συναισθηµάτων. Αυτός ο πίνακας
µε ϐάση την ευκλείδια απόσταση, αποτελεί ένα εργαλείο που ϐοηθά στην κατανόηση
των σχέσεων µεταξύ των συναισθηµάτων αναδεικνύει πιθανές οµάδες συναισθηµάτων
µε παρόµοια χαρακτηριστικά.

Οι τελικοί πίνακες οµοιότητας παρουσιάζονται ως heatmap στις εικόνες 5.6, 5.7
και 5.8.

΄Οπως παρατηρείται και στις εικόνες, υπάρχουν οµοιότητες µεταξύ των συναισθη-
µάτων, µε µέγιστο ϐαθµό οµοιότητας 0.66. Πιο συγκεκριµένα, στις µπροστινές
εικόνες του KDEF παρατηρείται µεγάλη οµοιότητα του ϑυµού µε σχεδόν όλα τα συ-
ναισθήµατα, ιδιαίτερα µε τα αρνητικά, αλλά κυρίως µε τον ϕόβο. Επίσης, υπάρχει
οµοιότητα µεταξύ της χαράς και του ϕόβου, η οποία ϑα µπορούσε να δικαιολογηθεί,
καθώς και τα δύο συναισθήµατα εκφράζονται συχνά µε ανοιχτό στόµα. Επιπρο-
σθέτως, υπάρχει υψηλή οµοιότητα του ουδέτερου συναισθήµατος µε το συναίσθηµα
της αηδίας.

Στις εικόνες του KDEF υπό γωνία λήψης παρατηρείται µεγάλη οµοιότητα µεταξύ
του ϑυµού και της λύπης καθώς και της αηδίας, του ϕόβου και της έκπληξης, αλλά
και της λύπης µε τον ϕόβο. Το πιο αξιοσηµείωτο είναι η οµοιότητα της αηδίας µε το
χαρούµενο συναίσθηµα. Στις εικόνες του JAFFE, παρατηρείται οµοιότητα µεταξύ της
χαράς και του ουδέτερου συναισθήµατος. Η οµοιότητα µεταξύ των συναισθηµάτων σε
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Σχήµα 5.6: Πίνακας οµοιότητας συναισθηµάτων για το KDEF (Full)

Σχήµα 5.7: Πίνακας οµοιότητας συναισθηµάτων για το KDEF (Front)

76



Σχήµα 5.8: Πίνακας οµοιότητας συναισθηµάτων για το JAFFE

κάθε εικόνα ϑα µπορούσε να εξηγήσει πιθανές λάθος προβλέψεις του µοντέλου.
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Κεφάλαιο 6

Μεθοδολογία

Στο συγκεκριµένο κεφάλαιο ϑα εξετασθούν οι αλγόριθµοι επιβλεπόµενης µάθησης
και πιο συγκεκριµένα τα τεχνητά νευρωνικά δίκτυα τα οποία χρησιµοποιήθηκαν
για την ταξινόµηση των συναισθηµάτων, καθώς και οι µέθοδοι προεπεξεργασίας των
εικόνων. Θα αναφερθούν οι αρχιτεκτονικές τεχνητών νευρωνικών δικτύων που α-
ναπτύχθηκαν για την ταξινόµηση συναισθηµάτων από εικόνες προσώπων και ϑα
εξετασθεί πώς αυτές οι αρχιτεκτονικές διαµορφώνονται για να αντιµετωπίσουν την
πρόκληση της αναγνώρισης και ταξινόµησης των συναισθηµάτων. Θα αναλυθεί η
δοµή, οι συνιστώσες και οι συναρτήσεις ενεργοποίησης που χρησιµοποιούνται σε
κάθε αρχιτεκτονική, εξηγώντας πώς αυτά τα στοιχεία συµβάλλουν στην εξαγωγή χα-
ϱακτηριστικών από τις εικόνες.

6.1 Προεπεξεργασία εικόνων

΄Ολες οι εικόνες πέρασαν από κάποια ϐήµατα προεπεξεργασίας πριν µπουν ως είσο-
δος στα εκάστοτε νευρωνικά δίκτυα. Αρχικά, σε όλες τις εικόνες εφαρµόσθηκε ένας
αλγόριθµος εντοπισµού προσώπου, µε σκοπό να αποµονωθεί το πρόσωπο και να κα-
ταλάβει το µεγαλύτερο µέρος της εικόνας, χωρίς να υπάρχει περιττός "ϑόρυβος" από
άλλα αντικείµενα ή από το ϕόντο στο ϐάθος. Οι αλγόριθµοι εύρεσης προσώπου συ-
νήθως επιστρέφουν τις συντεταγµένες ενός τετραγώνου στον χώρο της εικόνας, εντός
του οποίου εµπεριέχεται το πρόσωπο.

6.1.1 Αλγόριθµος Viola-Jones

Σε όλες τις µπροστινές εικόνες προσώπων και των δύο datasets εφαρµόστηκε ο αλ-
γόριθµος εύρεσης προσώπου Viola Jones [43]. Πρόκειται για έναν ευρέως διαδεδο-
µένο αλγόριθµο ο οποίος δηµιουργήθηκε το 2001 από τους ερευνητές Paul Viola και
Michael Jones, από τους οποίους και πήρε το όνοµά του. Ο αλγόριθµος ϐασίζεται
σε έναν συνδυασµό τεχνικών µηχανικής µάθησης και επεξεργασίας εικόνας.

Ο αλγόριθµος Viola-Jones λειτουργεί χρησιµοποιώντας µια προσέγγιση που ϐα-
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Σχήµα 6.1: Χαρακτηριστικά Haar (Haar-like features)

σίζεται σε χαρακτηριστικά Haar (Haar-like features). Τα χαρακτηριστικά Haar είναι
ορθογώνια µοτίβα που καταγράφουν τις τοπικές παραλλαγές εικόνας, τα οποία είναι
απλά και αποδοτικά στον υπολογισµό (ϐλ. εικόνα 6.1). Ο αλγόριθµος χρησιµοποιεί
ένα σύνολο τέτοιων χαρακτηριστικών για να ταξινοµήσει τις περιοχές εικόνας είτε ως
"πρόσωπο" ή "µη πρόσωπο" µε ϐάση τα µοτίβα έντασης τους.

Ο αλγόριθµος Viola-Jones αποτελείται από πολλά ϐασικά ϐήµατα. Πρώτον, χρη-
σιµοποιεί µια τεχνική που ονοµάζεται integral images για να επιταχύνει τον υπο-
λογισµό χαρακτηριστικών Haar. Οι integral images επιτρέπουν να υπολογιστούν
αποτελεσµατικά τα αθροίσµατα των εντάσεων των εικονοστοιχείων σε οποιαδήποτε
ορθογώνια περιοχή µιας εικόνας. Αυτό επιτρέπει την ταχεία αξιολόγηση χαρακτηρι-
στικών.

Στη συνέχεια, ο αλγόριθµος χρησιµοποιεί έναν µοντέλο ταξινόµησης που ϐασίζεται
στον αλγόριθµο AdaBoost. Ο AdaBoost είναι ένας αλγόριθµος µηχανικής µάθησης
που συνδυάζει πολλούς αδύναµους ταξινοµητές σε έναν ισχυρό ταξινοµητή. Στον
αλγόριθµο Viola-Jones, κάθε ασθενές µοντέλο ταξινόµησης αντιστοιχεί σε ένα χα-
ϱακτηριστικό Haar. Ο αλγόριθµος AdaBoost χρησιµοποιείται για να επιλέξει τα πιο
χρήσιµα χαρακτηριστικά και για να εκχωρήσει τα κατάλληλα ϐάρη σε αυτά.

Κατά τη ϕάση ανίχνευσης, ο αλγόριθµος σαρώνει την εικόνα µε ένα κινούµενο
παράθυρο διαφόρων µεγεθών, εφαρµόζοντας τα χαρακτηριστικά Haar σε κάθε πα-
ϱάθυρο. Σε κάθε ϐήµα, ο αλγόριθµος αξιολογεί τα χαρακτηριστικά Haar χρησιµο-
ποιώντας το ισχυρό µοντέλο ταξινόµησης που εκπαιδεύεται από το AdaBoost. Εάν
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Σχήµα 6.2: Παράδειγµα εικόνων KDEF σε λήψη υπό γωνία

µια περιοχή ταξινοµηθεί ως πρόσωπο, επαληθεύεται περαιτέρω χρησιµοποιώντας και
άλλα µοντέλα ταξινόµησης για τη µείωση των False Positives.

Ο αλγόριθµος Viola-Jones είναι γνωστός για τα υψηλά ποσοστά επιτυχίας ανίχνευ-
σης και τις χαµηλές υπολογιστικές του απαιτήσεις. ΄Εχει χρησιµοποιηθεί ευρέως σε
εφαρµογές όπως η ανίχνευση προσώπου σε ψηφιακές κάµερες, συστήµατα παρακο-
λούθησης ϐίντεο και ανάλυση εκφράσεων προσώπου σε πραγµατικό χρόνο. Ωστόσο,
µπορεί να έχει περιορισµούς όταν πρόκειται για την ανίχνευση προσώπων σε κάποιες
γωνίες, τις συνθήκες ϕωτισµού ή µε εµπόδια. Ο αλγόριθµος Viola-Jones έχει συνει-
σφέρει σηµαντικά στον τοµέα της όρασης υπολογιστών και έχει ανοίξει το δρόµο για
περαιτέρω πρόοδο στον εντοπισµό και την αναγνώριση προσώπου.

6.1.2 Αλγόριθµος MTCNN

Στις εικόνες του dataset KDEF που είχαν ληφθεί υπό γωνία (ϐλ. εικόνα 6.2), δηλαδή
που δεν είχαν ολόκληρη την εικόνα του προσώπου από µπροστά, εφαρµόσθηκε ο
αλγόριθµος MTCNN (Multi-Task Cascaded Convolutional Neural Networks) [4].
Ο MTCNN είναι ένας ευρέως διαδεδοµένος αλγόριθµος ανίχνευσης προσώπων σε
εικόνες ο οποίος στοχεύει στο να ϐρει την ϑέση των χαρακτηριστικών του προσώπου
σε µια εικόνα. Είναι γνωστός για την ανθεκτικότητά του στις αλλαγές της ϑέσης και
της κλίσης του προσώπου και έχει ευρεία εφαρµογή σε περιπτώσεις όπως η εύρεση
συναισθηµάτων και η ανίχνευση χαρακτηριστικών προσώπου.

Αποτελείται από τρία διαδοχικά στάδια τα οποία εκτελούνται για να ϐελτιστοποιη-
ϑεί το τελικό αποτέλεσµα. Το πρώτο στάδιο αποτελείται από ένα συνελικτικό νευρωτι-
κό δίκτυο (CNN) το οποίο ονοµάζεται P-Net (Proposal Network) που ϐρίσκει πιθανές
περιοχές προσώπου σε µια εικόνα. Αυτό το στάδιο παράγει ένα σετ πιθανών τε-
τραγώνων ή "κουτιών" οριοθέτησης (bounding boxes) τα οποία µπορεί να περιέχουν
πρόσωπο.

Στο δεύτερο στάδιο, τα τετράγωνα υπόκεινται σε περαιτέρω έλεγχο, µε τη χρήση
ενός άλλου (CNN) το οποίο ονοµάζεται R-Net (Refine Network). Αυτό το στάδιο ϐελ-
τιώνει τα κουτιά οριοθέτησης, προσαρµόζοντας τις συντεταγµένες τους, για να ευθυ-
γραµµιστούν καλύτερα µε τα πρόσωπα. Επιπροσθέτως, παράγει τα σηµεία-ορόσηµο
του κάθε προσώπου, που υποδεικνύουν την ϑέση των διαφόρων χαρακτηριστικών,
όπως το στόµα, τα µάτια και η µύτη.

Στο τελευταίο στάδιο, χρησιµοποιείται ένα άλλο (CNN), το λεγόµενο O-Net (Output
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Σχήµα 6.3: Γραφική απεικόνιση του αλγορίθµου MTCNN, όπως παρουσιάσθηκε στο
αντίστοιχο ερευνητικό άρθρο [4]

Network), το οποίο ταξινοµεί τα κουτιά οριοθέτησης σαν πρόσωπα ή µη-πρόσωπα.
Κατά την διάρκεια της διαδικασίας αυτής απορρίπτει τα ψευδώς ανιχνευµένα πρόσω-
πα και δίνει ως τελικό αποτέλεσµα αυτά που ϐρήκε, µαζί µε τα σηµεία-ορόσηµο του
κάθε προσώπου.

Οι δύο προαναφερθείσες µέθοδοι εντοπισµού προσώπου σε εικόνα κρίθηκαν χρήσι-
µοι κατά την προεπεξεργασία των δεδοµένων και παρήγαγαν αξιόπιστα αποτελέσµα-
τα.

6.1.3 ΄Αλλα ϐήµατα προεπεξεργασίας

Αφού αποµονώθηκε το πρόσωπο από κάθε εικόνα, οι εικόνες πέρασαν από µερικά
ακόµη στάδια προεπεξεργασίας. Πριν από όλα, είναι σηµαντικό να αναφερθεί πως το
σετ KDEF περιείχε έξι εικόνες οι οποίες δεν είχαν πρόσωπα και ήταν τελείως µαύρες.
Πρώτα αυτές αφαιρέθηκαν, και µετά οι υπόλοιπες µετατράπηκαν σε ασπρόµαυρες
(grayscale) και µετατράπηκαν σε µέγεθος (48,48). Η προεπεξεργασία αυτή έγινε µε
σκοπό την επιτάχυνση της διαδικασίας εκπαίδευσης και ελέγχου. ΄Επειτα, οι τιµές
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Σχήµα 6.4: ∆ιαδικασία προεπεξεργασίας εικόνων

των εικονοστοιχείων της κάθε εικόνας διαιρέθηκαν µε το 255, δηλαδή την µέγιστη
τιµή που µπορεί να πάρει ένα pixel. Η διαδικασία αυτή ονοµάζεται κανονικοποίηση
και κλιµακώνει τις τιµές των εικονοστοιχείων από το αρχικό εύρος (από 0 έως 255)
σε ένα νέο εύρος από 0 έως 1. Αυτό το εύρος είναι πιο κατάλληλο για πολλούς
αλγόριθµους µηχανικής εκµάθησης, επειδή διασφαλίζει πως όλα τα χαρακτηριστικά
(τιµές εικονοστοιχείων σε αυτήν την περίπτωση) έχουν την ίδια κλίµακα. Αλγόριθ-
µοι, όπως τα νευρωνικά δίκτυα, συγκλίνουν πιο γρήγορα όταν τα χαρακτηριστικά
εισόδου είναι σε παρόµοια κλίµακα. Επίσης, η κανονικοποίηση ϐοηθάει να απο-
ϕευχθεί το πρόβληµα των εξαφανιζόµενων παραγώγων (vanishing gradients) όταν
χρησιµοποιείται σιγµοειδής συνάρτηση ενεργοποίησης.

6.2 Σύνολο εικόνων

΄Οπως αναπτύχθηκε και στο προηγούµενο υποκεφάλαιο, τα δύο σετ εικόνων που
χρησιµοποιήθηκαν για την εκπαίδευση και επιβεβαίωση των µοντέλων ήταν τα Karo-
linska Directed Emotional Faces (KDEF) [64] και Japanese Female Facial Expres-
sion (JAFFE) [45] [44], τα οποία και προεπεξεργάσθηκαν σύµφωνα µε τις µεθόδους
που αναφέρθηκαν στο υποκεφάλαιο 6.1.

Για το σετ εικόνων KDEF, τα µοντέλα που δηµιουργήθηκαν εφαρµόσθηκαν σε όλο
το σετ αλλά και ξεχωριστά για τις εικόνες που ήταν µόνο τραβηγµένες από µπροστά,
χωρίς να συµπεριληφθούν οι εικόνες προσώπων υπό γωνία. Για το σετ εικόνων JAF-
FE δεν έγινε κάποιος τέτοιος διαχωρισµός καθώς δεν περιέχει εικόνες υπό µεγάλη
γωνία λήψης αλλά ούτε και το µικρό του µέγεθος το επιτρέπει.

6.3 Αρχιτεκτονική Συνελικτικού Νευρωνικού ∆ικτύου

Σε αυτό το υποκεφάλαιο περιγράφεται το ϐασικό µοντέλο επιβλεπόµενης µάθησης το
οποίο χρησιµοποιήθηκε για την ταξινόµηση των διαφόρων συναισθηµάτων. Πρόκει-
ται για ένα τεχνητό νευρωνικό δίκτυο το οποίο χρησιµοποιεί συνελικτικά στρώµατα.
Εποµένως, αποκαλείται συνελικτικό και όπως και σε προηγούµενα κεφάλαια, ϑα
αναφέρεται εν συντοµία ως CNN.

Το ϐασικό δίκτυο (ϐλ. εικόνα 6.5) αποτελείται συνολικά από δέκα στρώµατα. Πιο
συγκεκριµένα αποτελείται από:
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1. ΄Ενα στρώµα εισόδου που δέχεται εικόνες µεγέθους (48,48,1), µε το 1 να
δείχνει το grayscale κανάλι καθώς οι εικόνες είναι grayscale.

2. ΄Ενα δισδιάστατο συνελικτικό στρώµα µε 32 ϕίλτρα διαστάσεων (3,3) και
συνάρτηση ενεργοποίησης ReLU.

3. ΄Ενα δισδιάστατο στρώµα Max Pooling µε pool size (2,2) το οποίο µειώνει το
µέγεθος του χάρτη χαρακτηριστικών (feature map) που ϐγήκε από το προηγο-
ύµενο στρώµα.

4. ΄Ενα δισδιάστατο συνελικτικό στρώµα µε 64 ϕίλτρα διαστάσεων (3,3) και
συνάρτηση ενεργοποίησης ReLU.

5. ΄Ενα ακόµη δισδιάστατο στρώµα Max Pooling µε pool size (2,2)

6. ΄Ενα δισδιάστατο συνελικτικό στρώµα µε 128 ϕίλτρα διαστάσεων (3,3) και
συνάρτηση ενεργοποίησης ReLU.

7. ΄Ενα ακόµη δισδιάστατο στρώµα Max Pooling µε pool size (2,2)

8. ΄Ενα στρώµα Flatten το οποίο µεταµορφώνει την είσοδο του "ισοπεδώνοντας"
την έξοδο από τα προηγούµενα συνελικτικά στρώµατα σε ένα µονοδιάστατο
διάνυσµα, προετοιµάζοντας το για τα πλήρως συνδεδεµένα στρώµατα που ακο-
λουθούν.

9. ΄Ενα πλήρως συνδεδεµένο στρώµα µε 128 νευρώνες και συνάρτηση ενεργο-
ποίησης ReLU.

10. ΄Ενα πλήρως συνδεδεµένο στρώµα µε 7 νευρώνες (όσο και ο αριθµός των
πιθανών εκφράσεων του προσώπου) και συνάρτηση ενεργοποίησης SoftMax,
που είναι και το στρώµα εξόδου. Η συνάρτηση ενεργοποίησης SoftMax µε-
τατρέπει την έξοδο σε κατανοµή πιθανοτήτων που δείχνει την πιθανότητα του
κάθε συναισθήµατος.

Το δίκτυο αυτό, καθώς και όλες οι παραλλαγές του, δηµιουργήθηκαν και εκπαι-
δεύθηκαν µε την ϐοήθεια των ϐιβλιοθηκών Python Tensorflow [88] και Keras [89]
1.

΄Ολα τα µοντέλα εκπαιδεύθηκαν χρησιµοποιώντας Categorical Cross Entropy Loss
ως συνάρτηση κόστους και τον Adam Optimizer [99] ως ϐελτιστοποιητή κατά την
διάρκεια της εκπαίδευσης. Ο Adam Optimizer, ή αλλιώς Adaptive Moment Estima-
tion, ϐελτιστοποιεί τον αλγόριθµο gradient descent συνδυάζοντας δύο αλγορίθµους
ϐελτιστοποίησης : τον αλγόριθµο Momentum [100] και τον Root Mean Square Pro-
pagation (RMSP ή RMSprop).

1Για την παραγωγή των εικόνων 6.6 και 6.7 χρησιµοποιήθηκε το VisualKeras [98]
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Σχήµα 6.5: Αρχιτεκτονική Βασικού Μοντέλου Βαθιάς Μάθησης
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Σχήµα 6.6: Τρισδιάστατη απεικόνιση αρχιτεκτονικής ϐασικού µοντέλου ϐαθιάς
µάθησης

Σχήµα 6.7: Τρισδιάστατη απεικόνιση αρχιτεκτονικής ϐασικού µοντέλου ϐαθιάς
µάθησης µε dropout
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Πίνακας 6.1: ReduceLROnPlateau

Fixed Parameter Value

monitor val_loss
factor 0.1
min_lr 0.0001

Αν και το ϐασικό µοντέλο έδειξε να έχει σχετικά ικανοποιητικά αποτελέσµατα 2,
για την ϐελτίωσή του δοκιµάστηκαν διάφορες τροποποιήσεις αλλά και τεχνικές κα-
νονικοποίησης. Αρχικά, εισήχθη ένα στρώµα dropout σε τρία σηµεία του µοντέλου.
Πιο συγκεκριµένα εισήχθη dropout µεταξύ του δεύτερου στρώµατος Max Pooling και
τρίτου συνελικτικού, µεταξύ του τελευταίου Max Pooling και του στρώµατος flatten,
και µεταξύ των δύο πλήρως συνδεδεµένων στρωµάτων στο τέλος. Το dropout εισήχθη
σε διάφορα ποσοστά. Το ποσοστό αυτό δηλώνεται ως ένας δεκαδικός αριθµός α (π.χ.
0.1 αντιστοιχεί σε 10 %) και εκφράζει το µέρος των νευρώνων οι οποίοι ϑα απενερ-
γοποιηθούν, αφήνοντας το υπόλοιπο 1 − α να µάθει τα δεδοµένα. Εποµένως, όσο
µεγαλύτερο το ποσοστό του dropout, τόσο µεγαλύτερο και το ποσοστό των νευρώνων
που απενεργοποιούνται.

΄Επειτα, δοκιµάστηκε η χρήση του Early Stopping για διάφορους αριθµούς pa-
tience και του callback "ReduceLROnPlateau". Στο Early Stopping η µετρική που
παρακολοθούνταν για να αποφασιστεί το αν ϑα διακοπεί νωρίς η εκπαίδευση ήταν
το validation loss. Στον παρακάτω πίνακα (6.1) παρουσιάζονται οι παράµετροι του
ReduceLROnPlateau.

Ακόµη, έγιναν δοκιµές σε διάφορες υπερπαραµέτρους, όπως τα epochs και το
batch size. Οι εποχές εκπαίδευσης του δικτύου, ή epochs, αποτελούν µια υπερ-
παράµετρο που είναι σηµαντικό να εξερευνηθεί, εφόσον επηρεάζουν σηµαντικά την
εκπαιδευτική διαδικασία. Ο αριθµός των εποχών είναι άρρικτα συνδεδεµένος µε το
overfitting και το underfitting, γιατί µε λίγες εποχές το µοντέλο µπορεί να µην έχει
αρκετό καιρό να µάθει τα δεδοµένα, ενώ µε πολλές εποχές το µοντέλο µπορεί να
αρχίσει να αποµνηµονεύει τα δεδοµένα εκπαίδευσης αντί να γενικεύει, οδηγώντας
σε υπερπροσαρµογή.

΄Οσον αφορά το batch size, καταρχάς µπορεί να επηρεάσει την υπολογιστική α-
ποδοτικότητα, αφού µικρότεροι αριθµοί batch size µπορούν να οδηγήσουν σε πιο
αργή εκπαίδευση. ΄Επειτα, µπορεί να επηρεάσει την γενίκευση που µπορεί να κάνει
ένα µοντέλο, επειδή µεγάλα batch sizes µπορούν να οδηγήσουν σε χαµηλότερη
ικανότητα γενίκευσης [101].

Επίσης, πειραµατιστήκαµε µε διάφορα ποσοστά διαχωρισµού µεταξύ σετ εικπα-
ίδευσης, σετ ελέγχου και σετ επιβεβαίβωσης. Το σετ χωρίστηκε σε 70 % σετ εκ-
παίδευσης, 15 % σετ ελέγχου και 15 % σετ επιβεβαίωσης, αλλά και σε 80 % σετ

2Τα αποτελέσµατα ϑα παρουσιασθούν και ϑα αναλυθούν στο επόµενο κεφάλαιο
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εκπαίδευσης, 10 % σετ ελέγχου και 10 % σετ επιβεβαίωσης. Για την λειτουργία
αυτή χρησιµοποιήθηκε η συνάρτηση train_test_split από την ϐιβλιοθήκη Python
Scikit-learn [91].

Είναι σηµαντικό να αναφερθεί πως για τον διαχωρισµό των εικόνων επιστρατεύτη-
κε η τεχνική "stratification" (διαστρωµάτωση). Το stratification εξασφαλίζει πως η
κατανοµή των κλάσεων µεταξύ του σετ εκπαίδευσης, ελέγχου και επιβεβαίωσης είναι
η ίδια. Αυτό ϐοηθά στην αποφυγή πιθανών Ϲητηµάτων, όπως η εισαγωγή µερολη-
ψίας ή η απόκτηση αναξιόπιστων αποτελεσµάτων λόγω της άνισης κατανοµής των
κλάσεων µεταξύ των τριών σετ.

Επιπροσθέτως, δοκιµάστηκε ο διαφορετικός διαχωρισµός σε 10 επαναλήψεις. Ε-
ίναι σηµαντικό να αναφερθεί πως ο διαχωρισµός γίνεται κάθε ϕορά µε τρόπο µη
τυχαίο και ελέγχεται από έναν αριθµό random state, για λόγους αναπαραγωγιµότη-
τας. Με την ίδια λειτουργία train_test_split, το σετ χωρίστηκε στα προαναφερθέντα
ποσοστά, αλλάζοντας σε κάθε επανάληψη το random state για να προκύψουν σετ ει-
κόνων διαφορετικά χωρισµένα. ΄Υστερα, το µοντέλο εκπαιδεύτηκε χρησιµοποιώντας
κάθε σετ από τα 10, αξιολογήθηκε ϐάσει διαφόρων µετρικών και ύστερα υπολογίσθη-
κε ο µέσος όρος και η τυπική απόκλισή τους.
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Κεφάλαιο 7

Αποτελέσµατα

Το παρόν κεφάλαιο παρέχει µια σφαιρική και συνοπτική επισκόπηση των αποτε-
λεσµάτων που προέκυψαν από την εφαρµογή των µεθόδων και των τεχνικών που
περιγράφηκαν στα προηγούµενα κεφάλαια. Σε αυτό το κεφάλαιο, παρουσιάζονται
τα ποσοτικά αποτελέσµατα των πειραµάτων, καθώς και οι αναλύσεις και οι ερµηνείες
που προκύπτουν από αυτά. Επίσης, ϑα γίνει αναφορά σε ενδεχόµενες παρατηρήσεις,
ανακαλύψεις και ευρήµατα που προέκυψαν κατά τη διεξαγωγή των πειραµάτων. Η
σύνδεση των αποτελεσµάτων µε τις στρατηγικές και τους στόχους που καθορίστη-
καν στην αρχή της εργασίας ϑα αποτελέσει τη ϐάση για την ενδελεχή αξιολόγηση
και ερµηνεία των παρουσιαζόµενων αποτελεσµάτων. Οι αποφάσεις που λήφθηκαν,
οι επιδόσεις του µοντέλου σε σχέση µε τους στόχους της εργασίας και οι πιθανές
προκλήσεις ϑα συζητηθούν ενδελεχώς µε σκοπό τη σύνθεση µιας ολοκληρωµένης
εικόνας για την επίτευξη των στόχων της παρούσας ερευνητικής εργασίας.

7.1 Αποτελέσµατα - Μετρικές Αξιολόγησης

Αρχικά, το σετ KDEF µε τις εικόνες τραβηγµένες υπό γωνία (εν συντοµία ϑα ανα-
ϕέρεται ως KDEF - Full), χωρίσθηκε σε τρία µέρη: 80 % σετ εκπαίδευσης, 10 %
σετ ελέγχου και 10 % σετ επιβεβαίωσης. Το ϐασικό µοντέλο στην µορφή στην οποία
παρουσιάσθηκε στο προηγούµενο κεφάλαιο, εκπαιδεύθηκε αρχικά µε 50 epochs
και batch size 24, και απέφερε ορθότητα 80.54 %. Ο πίνακας σύγχυσης, η γραφική
Receiver Operating Characteristic (ROC) και η γραφική Precision-Recall παρουσι-
άζονται στις εικόνες 7.1 και 7.2.

Σύµφωνα µε τον πίνακα σύγχυσης, το µοντέλο ϕαίνεται να µπερδεύει αρκετές ει-
κόνες ϕόβου µε όλα τα άλλα συναισθήµατα, αλλά ιδίως µε το συναίσθηµα της λύπης
και της έκπληξης. Το ίδιο συµβαίνει και µε την λύπη. ∆ηλαδή εικόνες που απεικο-
νίζουν ϑυµό, ϕόβο, αηδία, ή το ουδέτερο συναίσθηµα προβλέπονται ως λύπη. ∆ύο
άλλα συναισθήµατα που ϕαίνεται να συγχέει το µοντέλο είναι ο ϑυµός και η αηδία.
Τέσσερις εικόνες που απεικόνιζαν αηδία προβλέφθηκαν ως ϑυµός, και επτά εικόνες
το αντίστροφο. Αυτό ϑα µπορούσε να δικαιολογηθεί αν αναλογιστεί κανείς πως τα
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Σχήµα 7.1: Πίνακας σύγχυσης ϐασικού µοντέλου για το KDEF (Full)

δύο αυτά συναισθήµατα εκδηλώνονται µε παρόµοιες εκφράσεις του προσώπου. Σύµ-
ϕωνα µε το ROC Curve (εικόνα 7.2), όλες οι καµπύλες πλησιάζουν το σηµείο (0,1) το
οποίο εκφράζει µεγάλη ευαισθησία (sensitivity) και µικρό False Positive Rate. Σύµ-
ϕωνα µε την µέτρηση Area Under the Curve (AUC), το πιο επιτυχές συναίσθηµα ήταν
η χαρά, όπως άλλωστε ϕαίνεται και στον πίνακα σύχυσης. Επίσης, ξεπερνούν κατά
πολύ την καµπύλη της τυχαίας ταξινόµησης µε το µαύρο χρώµα. Η καµπύλη αυτή
εκφράζει την καµπύλη ROC την οποία ϑα είχε ένας ταξινοµητής ο οποίος µαντεύει
στην τύχη.

΄Οσον αφορά το σετ KDEF που περιέχει µόνο τις µπροστινές εικόνες (εν συντοµία
ϑα αναφέρεται ως KDEF (Front)), το ίδιο µοντέλο απέφερε 88.77 % ορθότητα. Τα
αντίστοιχα αποτελέσµατα παρουσιάζονται στην εικόνα 7.3 και 7.4. Σε αυτή την
περίπτωση η χαρά προβλέπεται επιτυχώς. Ο ϑυµός, ωστόσο, πάλι συγχέεται µε
την αηδία αλλά και µε την λύπη, και παράλληλα µία εικόνα που εκφράζει αηδία
προβλέφθηκε ως ϑυµός. Ακόµη, το µοντέλο αυτό έδειξε να µπερδεύει για άλλη µια
ϕορά την αηδία µε κάποια αρνητικά συναισθήµατα όπως ο ϑυµός και η λύπη. Τέλος,
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Σχήµα 7.2: Αποτελέσµατα ϐασικού µοντέλου για το KDEF (Full)

η έκπληξη προβλέφθηκε µε σχετικά µεγάλη επιτυχία, αφού µόνο µία εικόνα ήταν
ψευδώς αρνητική και προβλέφθηκε ως ϑυµός.

Σύµφωνα µε τις καµπύλες ROC (αριστερά στην εικόνα 7.4), το κάθε συναίσθηµα
ξεχωριστά προβλέπεται επιτυχώς, ιδίως αυτά µε την µεγαλύτερη τιµή στην Area Un-
der the Curve (AUC), όπως η χαρά, η έκπληξη και το ουδέτερο συναίσθηµα. Ακόµη,
σύµφωνα µε την καµπύλη Precision Recall (δεξιά στην εικόνα 7.4), υπάρχει πολύ
καλή ισορροπία µεταξύ της ανάκλησης και της ακρίβειας για πολλά συναισθήµατα,
ιδίως για αυτά που τείνουν προς το σηµείο (1,1) όπου η ισορροπία των δύο είναι η
καλύτερη.

΄Οπως ϕαίνεται, η µεγαλύτερη ορθότητα επιτυγχάνεται χρησιµοποιώντας µόνο τις
µπροστινές ϕωτογραφίες. Αυτό υποδεικνύει πως είναι πιθανόν πιο δύσκολη η ανα-
γνώριση των συναισθηµάτων στις εικόνες µε πλαϊνή γωνία λήψης.

Ακόµη, εφαρµόσθηκε το ίδιο ακριβώς µοντέλο στο σετ JAFFE, το οποίο απέφερε
ορθότητα 81 %. Ο πίνακας σύγχυσης, η γραφική Receiver Operating Characteri-
stic (ROC) και η γραφική Precision-Recall παρουσιάζονται στις εικόνες 7.5 και 7.6.
Σύµφωνα µε τον πίνακα σύγχυσης, ο ϕόβος, η χαρά, η λύπη και η έκπληξη προ-
ϐλέφθηκαν µε απόλυτη επιτυχία. Αντίθετα, ο ϑυµός και το ουδέτερο συναίσθηµα
είχαν από µία εικόνα η οποία προβλέφθηκε σωστά, ενώ η αηδία ϕάνηκε να είναι
το πιο δύσκολο συναίσθηµα για να προβλεφθεί, µε µόνο µια σωστή πρόβλεψη. Οι
καµπύλες ROC και Precision Recall επιβεβαιώνουν τα παραπάνω ευρήµατα.

Επιπροσθέτως, η µέση ακρίβεια (precision) έφτασε το 0.893, ενώ η µέση ανάκληση
(recall) έφτασε το 0.81. Υπολογίζοντας τον αρµονικό τους µέσο παίρνουµε το F1-
score το οποίο ήταν 0.803. Η τιµή για το Cohen’s kappa, από την άλλη, ήταν 0.777
ενώ το Area Under the Curve (AUC) για το Reiceiver Operating Characteristic Curve
(ROC) ήταν 0.9841.
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Σχήµα 7.3: Πίνακας σύγχυσης ϐασικού µοντέλου για το KDEF (Front)

Σχήµα 7.4: Αποτελέσµατα ϐασικού µοντέλου για το KDEF (Front)
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Σχήµα 7.5: Πίνακας σύγχυσης ϐασικού µοντέλου για το JAFFE

Πίνακας 7.1: Σύµπτυξη αποτελεσµάτων ϐασικού µοντέλου

Evaluation metrics

Model Accuracy Precision Recall F1 score Cohen’s Kappa ROC AUC

KDEF (Front) 88.77 % 0.897 0.888 0.888 0.869 0.9864
KDEF (Full) 80.54 % 0.807 0.805 0.806 0.773 0.9632

JAFFE 81 % 0.893 0.810 0.803 0.777 0.9841
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Σχήµα 7.6: Αποτελέσµατα ϐασικού µοντέλου για το JAFFE

Πίνακας 7.2: Πιθανές τιµές υπερπαραµέτρων

Υπερπαράµετρος Τιµές

Epochs 30, 50, 70, 90
Dropout Rate 0.1, 0.2, 0.3

Patience (Early Stopping) 5, 10, 20
Patience (ReduceLROnPlateau) 5, 10, 20

Ως επόµενο ϐήµα, εφαρµόσαµε διάφορες τροποποιήσεις στο ϐασικό µοντέλο και
παρατηρήσαµε τα αποτελέσµατα. Οι ϐασικές υπερπαράµετροι οι οποίες µεταβλήθη-
καν ήταν τα epochs, το dropout rate, το patience για το Early Stopping και το
patience για το ReduceLROnPlateau. Επίσης, εφαρµόσθηκαν ξεχωριστά αλλά και
συνδυαστικά το Early Stopping και το ReduceLROnPlateau 1. Οι τιµές που δοκι-
µάσθηκαν ϐρίσκονται στον πίνακα 7.2 και τα αναλυτικά αποτελέσµατα στο παράρ-
τηµα στο τέλος της εργασίας.

Στον πίνακα 7.3 παρατίθενται οι καλύτερες υπερπαράµετροι για το κάθε µοντέλο
ξεχωριστά.

7.2 Αποτελέσµατα ∆ιαφορετικών ∆ιαχωρισµών

Για το καλύτερο µοντέλο κάθε σετ, δοκιµάστηκαν 10 διαφορετικοί διαχωρισµοί
train_test_split για να ελεγχθεί πώς αποδίδει σε διαφορετικές εικόνες. Με ϐάση
το καλύτερο µοντέλο, πειραµατιστήκαµε λίγο παραπάνω µε το patience και το batch
size µε σκοπό να παρατηρήσουµε αν τα αποτελέσµατα ϐελτιώνονται παραπάνω. Τα

1Σε κάθε επανάληψη, στο Early Stopping και το ReduceLROnPlateau χρησιµοποιήθηκαν οι ίδιες
τιµές patience
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Πίνακας 7.3: Καλύτερες παράµετροι µετά από τα πειράµατα

Parameters

Set Dropout Epochs Patience Early Stopping Reduce LR

KDEF (Full) 0.3 90 10 ΄Οχι Ναι
KDEF (Front) 0.3 70 5 Ναι ΄Οχι

JAFFE 0.2 50 10 ΄Οχι Ναι

αποτελέσµατα παρουσιάζονται αναλυτικά στον πίνακα 7.4.

΄Οσον αφορά το πλήρες KDEF, η αύξηση του batch size επηρέασε ϑετικά την ορ-
ϑότητα. Πιο συγκεκριµένα, η µέση ορθότητα των 10 επαναλήψεων ήταν 83.69 %, µε
αρκετά µικρή τυπική απόκλιση. Αυτό σηµαίνει πως η ορθότητα παραµένει σχετικά
σταθερή σε κάθε επανάληψη, εποµένως το µοντέλο έχει την ικανότητα να γενικεύσει
και να προβλέψει επιτυχώς διαφορετικές εικόνες. Ακόµη, ο µέσος όρος (0.8343) και
η τυπική απόκλιση (0.0240) του F1-score (δηλαδή ο αρµονικός µέσος ακρίβειας και
ανάκλησης), υποδεικνύουν πως το µοντέλο έχει καλές επιδόσεις τόσο όσον αφορά
τον εντοπισµό ϑετικών περιπτώσεων όσο και την αποφυγή ψευδώς ϑετικών.

Πρέπει να σηµειωθεί πως, εφόσον έχουµε multi-class classification, το F1-score
της κάθε επανάληψης υπολογίζεται ως ο µέσος όρος των F1-score της κάθε κλάσης,
δηλαδή του κάθε συναισθήµατος. Ο λόγος πίσω από αυτό είναι πως η κάθε µετρική
υπολογίζεται µε τον "One-Vs-All" τρόπο, δηλαδή για κάθε συναίσθηµα ως ϑετική
κλάση ϑεωρείται το συναίσθηµα αυτό και ως αρνητική κλάση τα υπόλοιπα 6. Αυτό
οδηγεί στον υπολογισµό επτά F1-score, των οποίων ϐρίσκεται ο µέσος όρος.

Προχωρώντας στο KDEF µε τις µπροστινές εικόνες, η µέση ορθότητα του συγκε-
κριµένου µοντέλου για 10 επαναλήψεις ήταν 86.73 %, µε µια αρκετά µικρή τυπική
απόκλιση 0.0449. Εποµένως, σε αυτή την περίπτωση η ορθότητα παρουσιάζει ε-
λαφρώς µεγαλύτερες διακυµάνσεις ανά επανάληψη, σε σχέση µε το προηγούµενο
σετ εικόνων. Επιπροσθέτως, ο µέσος όρος του F1-score ήταν 0.8650 και η τυπική
του απόκλιση 0.0454, το οποίο σηµαίνει πως το µοντέλο µπορεί να προβλέψει τις
"ϑετικές" περιπτώσεις µε αρκετή ευκολία.

Τέλος, σχετικά µε το JAFFE, η µέση ορθότητα των 10 επαναλήψεων άγγιξε το 88.09
% µε τυπική απόκλιση 0.0648, το οποίο υποδεικνύει πάλι ελαφρώς µεγαλύτερες
διακυµάνσεις στην ορθότητα ανάλογα µε τον διαχωρισµό του σετ εικόνων σε σετ
εκπαίδευσης, ελέγχου και επιβεβαίωσης. Το µέσο F1-score πήρε την τιµή 0.8746
µε τυπική απόκλιση 0.0710, πράγµα που σηµαίνει πως διακρίνει µε ευκολία τις
ϑετικές περιπτώσεις, αλλά µε κάποια ψευδώς ϑετικά δείγµατα.
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Πίνακας 7.4: Αποτελέσµατα µετά από 10 επαναλήψεις διαφορετικών διαχωρισµών

Dataset

KDEF (Full) JAFFE KDEF (Front)

P
ar

am
et

er
s

Dropout 0.3 0.1 0.3
(0.5 στο

τελευταίο
στρώµα)

Epochs 90 70 70
Patience (Reduce LR) 15 20 20

Batch size 48 24 24

M
et

ri
cs

Mean Accuracy 0.8369
± 0.0231

0.8809
± 0.0648

0.8673
± 0.0449

Average F1 0.8343
± 0.0240

0.8746
± 0.0710

0.8650
± 0.0454

Average Cohen’s Kappa 0.8097
± 0.0269

0.8611
± 0.0756

0.8452
± 0.0524

Average ROC AUC 0.9747
± 0.0064

0.9828
± 0.0135

0.9842
± 0.0076

7.3 Σύγκριση µε υπάρχουσες µεθόδους

Σε αυτό το υποκεφάλαιο τα καλύτερα µοντέλα µας συγκρίνονται µε διάφορα µοντέλα
που δηµιουργήθηκαν για τον σκοπό της ταξινόµησης συναισθηµάτων, τα οποία εκ-
παιδεύθηκαν και ελέγχθηκαν µε τα dataset KDEF και JAFFE. Τα αποτελέσµατα
παρουσιάζονται παρακάτω στους πίνακες 7.5 και 7.6.

Οι Jammoussi et al. [102] χρησιµοποίησαν transfer learning και το προεκπαι-
δευµένο δίκτυο Alexnet [22] για να εξάγουν τα χαρακτηριστικά των προσώπων και
ύστερα τον αλγόριθµο Extreme Learning Machine [103] για προβλέψουν τα επτά
συναισθήµατα µε ορθότητα 81.92 % στο JAFFE και 85.9 % στο KDEF.

Οι Zhou et al. [104] χρησιµοποίησαν επίσης transfer learning µε το Alexnet [22],
επιστρατεύοντας παράλληλα και τεχνικές εξαγωγής χαρακτηριστικών. Η µέθοδός
τους απέφερε 86.43 % ορθότητα στο KDEF.

Οι Zalvarez et al. [105] επιστράτευσαν το προεκπαιδευµένο δίκτυο VGG [21], το
οποίο και προσάρµοσαν σε διάφορα dataset εικόνων, συµπεριλαµβανοµένων των
KDEF και JAFFE. Η µέθοδός τους πέτυχε ορθότητα 72.55 % µε τυπική απόκλιση
0.72 στο KDEF, ενώ στο JAFFE κατάφεραν µόλις 49.62 % ορθότητα µε 3.71 τυπική
απόκλιση.

Οι Sari et al. [106], από την άλλη, χρησιµοποίησαν ένα CNN δύο συνελικτικών
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στρωµάτων, σε αντίθεση µε το δικό µας µοντέλο που είχε τρία, τα οποία ακολου-
ϑούνταν από στρώµατα max pooling και 20 % dropout. Παρόλο που, σε γενικές
γραµµές, η αρχιτεκτονική ήταν παρόµοια, το µοντέλο τους απέφερε 86.24 % ορ-
ϑότητα στο KDEF µε µπροστινές εικόνες και 82.38 % στο JAFFE.

Οι Shan et al. [107] ακολούθησαν επίσης την τακτική των δύο συνελικτικών στρω-
µάτων και δύο στρωµάτων υποδειγµατολειψίας (subsampling layers) και πέτυχαν
µέγιστη ορθότητα 76.74 % στο JAFFE.

Η µέθοδος των Lopes et al. [51] περιλαµβάνει επίσης ένα CNN δύο συνελικτικών
στρωµάτων, µε µεγέθη ϕίλτρου 5x5 και 3x3 αντίστοιχα. Απέφερε 84.48 % ορθότητα
(µε τυπική απόκλιση 5 % ) στο JAFFE µε 6 συναισθήµατα και 86.74 % (µε τυπική
απόκλιση 3 %) στο JAFFE µε 7 συναισθήµατα. Η µέθοδος των Lopes et al. [51]
έχει επίσης αναφερθεί αναλυτικά και στο κεφάλαιο 3. Το µοντέλο των 6 εκφράσεων
περιέχει όλα τα συναισθήµατα µε εξαίρεση το ουδέτερο.

Οι Melaugh et al. [108] πρότειναν επίσης ένα CNN, αυτή τη ϕορά ενός µόνο συ-
νελικτικού στρώµατος. Η κύρια διαφορά µε την παραπάνω µέθοδο αλλά και την
δική µας ήταν πως διαίρεσαν την εικόνα του προσώπου στην µέση και εκπαίδευσαν
µοντέλα και για αυτές τις εικόνες. Η ορθότητα που απέφεραν στο KDEF χρησιµο-
ποιώντας ολόκληρα τα πρόσωπα ήταν 89.4 %, ωστόσο στο JAFFE η ορθότητα άγγιξε
µόλις το 76.56 %.

Οι Liew et al. [109] κατέφυγαν σε µεθόδους που δεν χρησιµοποιούν νευρωνικά
δίκτυα, χρησιµοποιώντας ϕίλτρα Gabor, Histograms of Oriented Gradients (HOG)
και Fern Feature Discriptors [110] για την εξαγωγή χαρακτηριστικών και ταξινο-
µητές SVM για την εκπαίδευση και πρόβλεψη των συναισθηµάτων. Η µέθοδός τους
εφαρµόσθηκε στο KDEF και απέφερε 87.2 % προβλέποντας και τα 7 συναισθήµα-
τα.

Οι Eng et al. [111] χρησιµοποίησαν επίσης Histograms of Oriented Gradients
(HOG) για την εξαγωγή των χαρακτηριστικών και ταξινοµητή SVM για την πρόβλεψη
των επτά συναισθηµάτων. Η παραπάνω µέθοδος απέφερε ορθότητα 76.19 % στο
JAFFE και 80.95 % ορθότητα στο KDEF.

7.4 Ερµηνευσιµότητα (Explainability)

Για να κατανοηθούν καλύτερα οι διεργασίες λήψης αποφάσεων των νευρωνικών δι-
κτύων και να παρέχουµε οπτικές εξηγήσεις για τα συναισθήµατα που αναγνωρίζονται
από τα µοντέλα, εφαρµόσθηκε η τεχνική Gradient-weighted Class Activation Map-
ping (Grad-CAM) σε κάθε ένα από τα συναισθήµατα που εξετάζονται. Το Grad-CAM
επιτρέπει να οπτικοποιήσουµε ποιες περιοχές των εικόνων έπαιξαν κρίσιµο ϱόλο στις
προβλέψεις του µοντέλου.

∆ηµιουργώντας χάρτες ενεργοποίησης για κάθε συναίσθηµα, µπορούµε να εντο-
πίσουµε τα συγκεκριµένα χαρακτηριστικά του προσώπου, όπως τα µάτια, το στόµα ή
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Πίνακας 7.5: Σύγκριση αποτελεσµάτων για το JAFFE

Metrics

Method # Emotions Accuracy

Jammoussi et al. [102] 7 81.92%
Sari et al. [106] 7 86.24%

Melaugh et al. [108] 7 76.56%
Shan et al. [107] 7 76.7%
Lopes et al. [51] 7 86.74%

± 0.03
Eng et al. [111]. 7 76.19%

Our CNN 7 88.09 %
± 0.0648

Πίνακας 7.6: Σύγκριση αποτελεσµάτων για το KDEF (Front)

Metrics

Method # Emotions Accuracy

Zavarez et al. [105] 7 72.55 % ± 0.72
Eng et al. [111] 7 80.95 %
Sari et al. [106] 7 82.38%

Jammoussi et al. [102] 7 85.9%
Zhou et al. [104] 7 86.43%

Melaugh et al. [108] 7 89.4%
Liew et al. [109] 7 87.2%

± 0.03
Our CNN 7 88.77 %
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τα ϕρύδια, στα οποία το µοντέλο επικεντρώθηκε κατά τη διάρκεια των ταξινοµήσεων
του. Αυτό δεν αυξάνει µόνο την ερµηνευσιµότητα της απόδοσης του µοντέλου, αλλά
ϐοηθά επίσης στην κατανόηση των ϐασικών οπτικών σηµάτων που συµβάλλουν στην
αναγνώριση των συναισθηµάτων.

Η µέθοδος αυτή για να λειτουργήσει χρειάζεται ως είσοδο ένα εκπαιδευµένο µο-
ντέλο, το οποίο και χρησιµοποιεί αργότερα για να παράξει τον ϑερµικό χάρτη. ΄Ετσι
χρησιµοποιήθηκε η καλύτερη εκ των 10 επαναλήψεων του µοντέλου για το KDEF
(Full), η οποία απέφερε 84.32 % ορθότητα (κατά µέσο όρο το µοντέλο είχε αποφέρει
83.69 % ορθότητα - ϐλ. πίνακα 7.4).

Για κάθε κλάση, επιλέχθηκαν δύο εικόνες που ταξινοµήθηκαν σωστά και δύο
εικόνες που ταξινοµήθηκαν λάθος και ύστερα εφαρµόσθηκε το Grad-CAM για το
τελευταίο συνελικτικό στρώµα. Για παράδειγµα, για το συναίσθηµα της λύπης, επι-
λέχθηκαν στην τύχη δύο εικόνες του KDEF (Full) οι οποίες προβλέφθηκαν επιτυχώς
ως λύπη από το µοντέλο, καθώς και δύο εικόνες στις οποίες το µοντέλο αστόχησε
και προέβλεψε κάποιο άλλο συναίσθηµα. Τα αποτελέσµατα ϕάινονται στην εικόνα
7.7. Κάθε σειρά εικόνων παρουσιάζει εικόνες ενός µόνο συναισθήµατος. Οι δύο
πρώτες στήλες αποτελούν εικόνες της κάθε κλάσης που προβλέφθηκαν ορθώς, και οι
άλλες δύο στήλες παρουσιάζουν εικόνες της κλάσης που η πρόβλεψη τους δεν ήταν
επιτυχής.

Στις εικόνες του συναισθήµατος του ϕόβου οι οποίες προβλέφθηκαν σωστά ϕαίνεται
πως η περιοχή του µετώπου είναι η πιο σηµαντική, όπως επίσης και το πηγούνι και
µια µικρή περιοχή των Ϲυγωµατικών. Από την άλλη, οι εικόνες του ϕόβου που δεν
ταξινοµήθηκαν ορθώς ϕάνηκε να ϐρίσκουν σηµαντικά µόνο τα Ϲυγωµατικά και το
πηγούνι στην µία εικόνα (αριστερά) και µόνο το µέτωπο στην άλλη εικόνα (δεξιά). Πιο
συγκεκριµένα, η αριστερή εικόνα προβλέφθηκε ως "αηδία", όπου, όπως διακρίνεται
πιο κάτω στην εικόνα, ϕαίνεται να ενεργοποιεί παρόµοιες περιοχές του προσώπου
µε τις ορθώς ταξινοµηµένες εικόνες του συναισθήµατος αηδίας.

΄Οσον αφορά τις εικόνες του συναισθήµατος του ϑυµού, το Grad-CAM στις δύο
σωστές προβλέψεις υποδεικνύει ότι τα ϕρύδια και το άνω χείλος είναι αρκετά σηµα-
ντικά για την πρόβλεψη, όπως και το µέτωπο το οποίο κρίνεται ακόµα πιο σηµαντικό
αφού επισηµαίνεται µε κόκκινο χρώµα. Αυτές οι περιοχές είναι λογικό να κρίνο-
νται ως σηµαντικές, αφού συχνά ο ϑυµός εκφράζεται µε συνοφρυωµένο ϐλέµµα
και πιεσµένα χείλη. Απεναντίας, στις δύο λάθος προβλέψεις ϕαίνεται πως, αν και
διατηρούνται κάποιες περιοχές σηµαντικότητας όπως το άνω χείλος και τα ϕρύδια
(αριστερή εικόνα), σε καµία εικόνα δεν επισηµάνεται το µέτωπο, γι΄ αυτό και το
µοντέλο µπερδεύεται και προβλέπει λύπη και αηδία.

Προχωρώντας στο συναίσθηµα της αηδίας, οι εικόνες που προβλέφθηκαν ορθώς
µας λένε πως η µύτη, η περιοχή κάτω από τα µάτια, το στόµα και οι κρόταφοι
κρίνονται σηµαντικά, πράγµα επίσης λογικό, αφού συχνά η απέχθεια εκφράζεται
κλεινοντας ελαφρώς τα µάτια και υψώνοντας την µύτη και το στόµα. Αντιθέτως,
οι εικόνες που δεν προβλέφθηκαν ως εικόνες που εκφράζουν την αηδία ϕάνηκε να

98



δίνουν περισσότερη σηµασία στο µέτωπο, παρόλο που έκριναν και την περιοχή γύρω
από το στόµα ως σηµαντική. Συγκεκριµένα η δεξιά εικόνα ϕαίνεται να έχει κρίνει
ως σηµαντικές τις περιοχές του προσώπου που είναι σηµαντικές στο συναίσθηµα του
ϑυµού, για αυτό και προβλέπεται µε αυτή την ετικέτα και όχι ως αηδία.

΄Οσον αφορά το συναίσθηµα της χαράς, το µέτωπο, το στόµα και τα Ϲυγωµατικά
ϕάνηκε να έχουν µεγάλη σηµαντικότητα στην πρόβλεψη. Σε αυτή την περίπτωση,
όµως, όλες οι εικόνες χαράς του σετ ελέγχου προβλέφθηκαν ορθώς, οπότε δυστυχώς
δεν υπάρχει σύγκριση, για αυτό τον λόγο και τα αποτελέσµατα παρουσιάζονται µε-
µονωµένα στην εικόνα 7.8. Προχωρώντας στο ουδέτερο συναίσθηµα, στις ορθές προ-
ϐλέψεις σηµειώθηκαν ως σηµαντικές µικρές περιοχές στην µύτη, τους κροτάφους,
το µέτωπο και τις άκρες του στόµατος. Αντιθέτως, στις λανθασµένες προβλέψεις είτε
δεν σηµειώθηκε κάτι πάνω στο πρόσωπο (δεξιά), είτε σηµειώθηκε ένα µεγαλύτερο
µέρος του µετώπου και της σιαγόνου.

Ακόµη, όσον αφορά το συναίσθηµα της λύπης, το κέντρο των µατιών, τα Ϲυγω-
µατικά και το πηγούνι κρίθηκαν από το Grad-CAM ως πολύ σηµαντικά για την
σωστή πρόβλεψη. Τουναντίον, οι εικόνες λυπηµένων προσώπων που δεν προβλέφθη-
καν ορθώς, παρόλο που έκριναν ως σηµαντικές παρόµοιες περιοχές του προσώπου,
ϕάνηκαν να δίνουν µεγαλύτερη αξία στην περιοχή γύρω από τα µάτια και όχι το
κέντρο τους, όπως και στην ϱάχη της µύτης και τους κροτάφους. Η αριστερή ει-
κόνα έχει προβλεφθεί ως ϑυµός αφού έχει κρίνει ως σηµαντικό το µέτωπο, τα ϕρύδια
και το άνω χείλος, περιοχές που επισηµάνθηκαν ως σηµαντικές στις εικόνες που
εκφράζουν ϑυµό.

Τέλος, σχετικά µε το συναίσθηµα της έκπληξης, ανατέθηκε µεγάλη σηµαντικότητα
στα µάτια, σε ένα µικρό µέρος του µετώπου, καθώς και ελαφρώς στο σαγόνι. Οι
παραπάνω περιοχές δικαιολογούνται, αφού συχνά η έκπληξη δηλώνεται µε υψω-
µένα τα µάτια, Ϲαρωµένο µέτωπο και ανοικτό στόµα το οποίο προκαλεί ένταση στο
σαγόνι. Αντιθέτως, οι εικόνες που λανθασµένα δεν προβλέφθηκαν ως εικόνες που
εκφράζουν την έκπληξη έδειξαν πως κρίνεται σηµαντικό ένα µεγαλύτερο µέρος του
µετώπου και των Ϲυγωµατικών, όσο και της µύτης. Ιδιαίτερα η µύτη, δεν ϕαίνεται
να παίζει κάποιον ιδιαίτερο ϱόλο στο συναίσθηµα της έκπληξης, οπότε ϑα µπορο-
ύσε να δικαιολογήσει και την λάθος πρόβλεψη της δεξιάς εικόνας. Η δεξιά εικόνα
προβλέφθηκε ως ϑυµός πιθανόν γιατί ενεργοποιεί τις ίδιες περιοχές του προσώπου,
δηλαδή το πηγούνι, τα Ϲυγωµατικά και το µέτωπο, το οποίο έτσι κι αλλιώς κρίνεται
ως πολύ σηµαντικό στο συγκεκριµένο συναίσθηµα.
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Σχήµα 7.7: Ερµηνεία πρόβλεψης µε Grad-CAM
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Σχήµα 7.8: Ερµηνεία πρόβλεψης συναισθήµατος χαράς µε Grad-CAM

101



Κεφάλαιο 8

Συµπεράσµατα και µελλοντική
έρευνα

Σε αυτό το κεφάλαιο γίνεται µια σύνοψη των αποτελεσµάτων και εξετάζονται οι πι-
ϑανές κατευθύνσεις µελλοντικής έρευνας σε αυτό τον τοµέα. Αναφέρονται πιθανές
ϐελτιώσεις και επεκτάσεις της διαδικασίας ταξινόµησης συναισθηµάτων από πρόσω-
πα.

8.1 Συµπεράσµατα

Στην διπλωµατική αυτή εργασία εξερευνήθηκε το πρόβληµα της ταξινόµησης των
συναισθηµάτων από εικόνες προσώπου. Η άνοδος της τεχνητής νοηµοσύνης και η
ολοένα αυξανόµενη χρήση της υπολογιστικής όρασης προκάλεσαν την δηµιουργία
πολλών εφαρµογών που αξιοποιούν την ικανότητα υπολογιστικών συστηµάτων να α-
ναγνωρίζουν και να ερµηνεύουν εικόνες. Οι εφαρµογές αυτές καλύπτουν ένα ευρύ
ϕάσµα τοµέων, από την ανίχνευση συναισθηµάτων σε προσώπα σε κοινωνικές αλ-
ληλεπιδράσεις µέχρι τη ϐελτιστοποίηση της υγείας και την αυτόνοµη οδήγηση. Με
την ευρεία χρήση των κοινωνικών µέσων και την αυξανόµενη ανάγκη για ανάλυση
της συναισθηµατικής κατάστασης ατόµων µέσω των διαδικτυακών επικοινωνιών, η
ταξινόµηση των συναισθηµάτων από εικόνες προσώπου αποκτάει ολοένα και µεγα-
λύτερη σηµασία. Η εργασία αυτή αποτελεί µια συνεισφορά στον τοµέα της υπολο-
γιστικής όρασης και της αναγνώρισης συναισθηµάτων, προσφέροντας προηγµένες
τεχνικές για την ακριβή και αξιόπιστη ταξινόµηση των συναισθηµάτων σε εικόνες
προσώπων.

Στα πλαίσια της εργασίας αναπτύχθηκαν συνελικτικά τεχνητά νευρωνικά δίκτυα
(CNN) τα οποία κατάφεραν να ταξινοµήσουν µε αρκετή επιτυχία τα επτά συναι-
σθήµατα σε εικόνες προερχόµενες από δύο διαφορετικά σετ εικόνων: το Karolinska
Directed Emotional Faces (KDEF) και το Japanese Female Facial Expression Da-
tabase (JAFFE). Το σετ KDEF έγιναν δύο ειδών πειράµατα: ένα χρησιµοποιώντας
όλες τις εικόνες και ένα αγνοώντας τις εικόνες υπό γωνία λήψης.
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Πιο συγκεκριµένα, τα δύο ϐασικά µοντέλα απέφεραν 77.47 % ορθότητα στο πλήρες
KDEF, 88.77 % στο KDEF χωρίς τις ϕωτογραφίες τραβηγµένες υπό γωνία και 81 %
ορθότητα στο σετ εικόνων JAFFE. Μετά από πολλά πειράµατα, η µέση ορθότητα του
πλήρους KDEF έφτασε στο 83.69 %, και 88.09 % στο JAFFE.

Τα µοντέλα κατάφεραν να διακρίνουν τα περισσότερα συναισθήµατα µεταξύ τους,
όµως πολύ συχνά έδειξαν να µην τα καταφέρνουν τελείως σε κάποια αρνητικά συ-
ναισθήµατα, όπως ο ϑυµός και η αηδία, ή η έκπληξη και ο ϕόβος. Το πιο επιτυχές
συναίσθηµα όλων ήταν η χαρά, η οποία ήταν η πιο ευδιάκριτη από όλα τα άλλα
συναισθήµατα.

΄Οσον αφορά τις δύο υποκατηγορίες του KDEF, το σετ µόνο µε τις µπροστινές ει-
κόνες (KDEF Front) ϕάνηκε να είναι πιο εύκολο να προβλεφθεί, το οποίο µας οδηγεί
να συµπεράνουµε πως οι εικόνες υπό γωνία είναι πιο δύσκολο να προβλεφθούν,
αφού το πρόσωπο δεν ϕαίνεται ολόκληρο.

Ακόµη, συγκρίνοντας µε άλλες µεθόδους που προϋπήρχαν, µπορούµε να συµπε-
ϱάνουµε πως η πρόβλεψη µε λιγότερα συναισθήµατα είναι σίγουρα πιο επιτυχής,
ιδιαίτερα αφαιρώντας τα συναισθήµατα που συγχέονται πολύ µεταξύ τους, όπως ο
ϑυµός ή η αηδία. Εποµένως, η πρόβλεψη και των επτά συναισθηµάτων καθίσταται
ορισµένες ϕορές απαιτητική.

Τέλος, ύστερα από δοκιµές transfer learning µεταξύ των δύο σετ, µπορούµε να
πούµε πως είναι πρόκληση να προβλεφθούν εικόνες του ενός σετ από µοντέλο που
έχει εκπαιδευθεί αποκλειστικά µε άλλο. Στην περίπτωση των JAFFE και KDEF, οι
δύο οµάδες εικόνων ήταν αρκετά διαφορετικές µεταξύ τους, ιδιαίτερα όσον αφορά
τα χαρακτηριστικά των προσώπων. Πιο συγκεκριµένα, εφαρµόζοντας το µοντέλο του
JAFFE στο KDEF, η απόδοση δεν ήταν ϐέλτιστη, αφού το µοντέλο είχε εκπαιδευθεί
µε λιγότερες εικόνες και αποκλειστικά µε ϕωτογραφίες γυναικών. Θεωρούµε, επο-
µένως, πως για να αποδόσει ένα νευρωνικό δίκτυο σωστά ϑα πρέπει να εκπαιδευθεί
µε ένα σετ εικόνων ετερογενές και µεγάλο. Να περιέχει, δηλαδή, αρκετές εκφράσεις,
αρκετές λήψεις, εικόνες γυναικών και ανδρών εξίσου, και πρόσωπα τραβηγµένα από
πολλές γωνίες.

8.2 Μελλοντική έρευνα

Η µελλοντική έρευνα στον τοµέα της αναγνώρισης συναισθηµάτων από πρόσωπα
µπορεί να εστιαστεί σε αρκετές κατευθύνσεις προκειµένου να ϐελτιωθεί η ακρίβεια
και η απόδοση των µοντέλων.

Πρώτον, είναι ουσιώδες να εξετάσουµε τον τοµέα της προεπεξεργασίας των εικόνων.
Βήµατα όπως η αφαίρεση του background της εικόνας ή η εξισορρόπηση των χρω-
µάτων µπορούν να συνεισφέρουν σε µια καλύτερη απόδοση. Η ϐελτιωµένη αφαίρεση
ϑορύβου και η ϐελτιωµένη ενίσχυση των χαρακτηριστικών µπορεί να οδηγήσει σε υ-
ψηλότερα αποτελέσµατα. Επιπροσθέτως, ϑα ήταν ϐοηθητικό να αφαιρεθούν και
άλλα χαρακτηριστικά στην εικόνα όπως τα µαλλιά, διότι, όπως ϕάνηκε και στα απο-
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τελέσµατα, µπορούν να αποπροσανατολίσουν το µοντέλο και να προβεφθεί το λάθος
συναίσθηµα.

Μετέπειτα, ϑα ήταν χρήσιµο να εξετασθούν µοντέλα τα οποία δέχονται ως είσοδο
έγχρωµες εικόνες. Ιδιαίτερα για το KDEF το οποίο περιέχει αποκλειστικά έγχρω-
µες εικόνες, ϑα ήταν ενδιαφέρον να εξετασθούν µοντέλα έγχρωµων εικόνων και να
παρατηρηθεί η απόδοσή τους.

Ακόµη, ϑα ήταν πολύ χρήσιµη η εφαρµογή αύξησης δεδοµένων(data augmenta-
tion), αναπαράγοντας τις ίδιες εικόνες µε περιστροφές, καθρεφτισµούς, zoom κ.α..
Το data augmentation αυξάνει το µέγεθος του σετ εικόνων, καταλήγοντας συχνά σε
πιο ισχυρά µοντέλα που έχουν την ικανότητα να γενικεύουν ακόµα πιο αποδοτι-
κά, και µειώνοντας την πιθανότητα υπερπροσαρµογής στα δεδοµένα, ειδικότερα για
µικρότερα σετ εικόνων όπως το JAFFE.

Ακόµη, ϐάσει της ϐιβλιογραφίας συµπεράναµε πως υπάρχουν και άλλα σετ ει-
κόνων τα οποία ϑα άξιζε να εξετασθούν, όπως το CK [69], το CK+ [52], το Radboud
Faces Database (RaFD) [112] και το FER2013 [50]. ∆υστυχώς, για κάποια από
αυτά, η πρόσβαση ήταν δύσκολη και περιλάµβανε γραφειοκρατικές διαδικασίες ή
πληρωµή, οπότε δεν δοκιµάσθηκαν στα πλαίσια της εργασίας αυτής. Θα ήταν ε-
πίσης χρήσιµο να εξετασθούν περαιτέρω σετ εικόνων που περιέχουν εικόνες ατόµων
διαφόρων εθνικοτήτων και ηλικιών, καθώς τα χαρακτηριστικά τους διαµορφώνονται
διαφορετικά, πράγµα το οποίο επηρεάζει την διαδικασία εξαγωγής χαρακτηριστικών
και εκπαίδευσης.

΄Οσον αφορά την αρχιτεκτονική του νευρωνικού δικτύου, ϑα ήταν σίγουρα χρήσι-
µο να δοκιµασθούν και άλλες αρχιτεκτονικές. Η εύρεση της ιδανικής αρχιτεκτο-
νικής που ϑα πετύχει καλά αποτελέσµατα εξαρτάται από πολλά, όπως τον τύπο
του προβλήµατος και τα δεδοµένα. Ωστόσο, υπάρχουν τεχνικές εύρεσης αρχιτεκτο-
νικών Νευρωνικών ∆ίκτύων. Το πεδίο αυτό ονοµάζεται Neural Architecture Sea-
rch [113] [114] και περιλαµβάνει µεθόδους αυτοµατοποίησης σχεδιασµού τεχνη-
τών νευρωνικών δικτύων. Το Neural Architecture Search ϐρίσκει αρκετές εφαρ-
µογές και έχει χρησιµοποιηθεί για την ανάπτυξη CNN τα οποία διαγιγνώσκουν την
άνοια [115].

Μία ακόµη ιδέα ϑα ήταν η δοκιµή του transfer learning µε ισχυρά προ-εκπαιδευµένα
µοντέλα, όπως το VGG [21] ή το AlexNet [22]. Η χρήση µοντέλων που έχουν ήδη
εκπαιδευθεί µε χιλιάδες ϕωτογραφίες ϑα µπορούσε δυνητικά να ϐελτιώσει τα απο-
τελέσµατα, ιδιαίτερα σε πιο µικρά datasets εικόνων.

Επίσης, ϑα ήταν ενδιαφέρον να δοκιµαστούν και άλλες τεχνικές εξόρυξης χαρα-
κτηριστικών, πέραν του deep learning. Κάποιες από αυτές είναι τα ϕίλτρα Gabor,
τα Histograms of Oriented Gradients (HOG) και τα Local Binary Patterns (LBP).
Ωστόσο, παραµένοντας στις τεχνικές deep learning, ϑα ήταν πολύ ενδιαφέρον να
εξερευνηθούν και ϐαθύτερες αρχιτεκντονικές µε περισσότερα συνελικτικά στρώµα-
τα.
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Τέλος, ένας άλλος στόχος ϑα ήταν η ϐαθύτερη εξερεύνηση και ϱύθµιση των υπερ-
παραµέτρων του νευρωνικού δικτύου.
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Παράρτηµα Αʹ

Ακρωνύµια και συντοµογραφίες

AI Artificial Intelligence

AUC Area Under the Curve

NLP Natural Language Processing

CV Computer Vision

FER Facial Emotion Recognition

MSE Mean Squared Error

MAE Mean Absolute Error

MLP Multilayer Perceptron

ROC Receiver Operating Characteristic (Curve)

SVM Support Vector Machine

ΤΝ∆ Τεχνητό Νευρωνικό ∆ίκτυο
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