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Περίληψη

Τα συστήµατα ϐαθιάς µάθησης έχουν οδηγήσει σε τεράστιες ϐελτιώσεις στον τοµέα της
υπολογιστικής όρασης. ΄Οµως, σε τοµείς όπως ο ιατρικός, η έλλειψη οργανωµένων συνόλων
δεδοµένων έχει οδηγήσει σε µεγάλα προβλήµατα απόδοσης. Σε συνδυασµό µε αυτήν την
έλλειψη, έχει παρατηρηθεί ότι η απόδοση συστηµάτων ϐαθιάς µάθησης σε πραγµατικές ε-
ϕαρµογές είναι µειωµένη, λόγω του γεγονότος ότι δεν ανταποδίδουν επαρκώς σε δεδοµένα
που προέρχονται από άγνωστα πεδία. Αυτό συµβαίνει διότι κατά την εκπαίδευση γίνεται η
παραδοχή ότι τα δεδοµένα εκπαίδευσης και ελέγχου ϐρίσκονται στο ίδιο πεδίο, ενώ σε ϱεα-
λιστικές εφαρµογές, όπως σε κατάτµηση ιατρικών εικόνων, η παρουσία κρυφών µεταβλητών
µεταβάλλει τις εικόνες σε µεγάλο ϐαθµό. Ακόµα και εάν παρουσιάζουν το ίδιο σηµασιολογικό
περιεχόµενο, διαφορές στον τρόπο ή στο όργανο λήψης της εικόνας µπορούν να οδηγήσουν
σε λανθασµένα αποτελέσµατα. Μεγάλο µέρος της έρευνας αιχµής τα τελευταία χρόνια στον
τοµέα της ϐαθιάς µάθησης εστιάζει στην δηµιουργία µεθόδων γενίκευσης πεδίου, µε τις ο-
ποίες από λιγοστά δεδοµένα µπορούν τα δίκτυα ϐαθιάς µάθησης να γενικέυσουν σε άγνωστα
πεδία. Ο απώτερος σκοπός τέτοιων µεθόδων είναι η επίλυση του προβλήµατος γενίκευσης
και η δηµιουργία πρακτικών και εύχρηστων εργαλείων, που ϑα ϐρουν εφαρµογή σε πολ-
λούς τοµείς της καθηµερινότητας. Στόχος της διπλωµατικής εργασίας είναι η διερεύνηση
σύγχρονων µεθόδων γενίκευσης πεδίου και η ανάπτυξη ενός ϐελτιωµένου συστήµατος, το ο-
ποίο εκµεταλλεύεται περίπλοκες µεθόδους επαύξησης δεδοµένων σε συνδυασµό µε τεχνικές
µεταφοράς στυλ και ανταγωνιστικής µάθησης και η εφαρµογή του σε ιατρικές εικόνες.

Λέξεις Κλειδιά

Βαθιά µάθηση, γενίκευση πεδίου, µεταφορά στυλ, κατάτµηση εικόνας, ανταγωνιστική
επαύξηση δεδοµένων, επαύξηση δεδοµένων στο επίπεδο εισόδου, επαύξηση δεδοµένων στο
επίπεδο χαρακτηριστικών
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Abstract

Deep learning systems have led to huge improvements in computer vision. However,
in areas such as the medical area, the lack of organised datasets has led to major perfor-
mance issues for these systems. Coupled with this lack of data, it has been observed that
deep learning systems do not respond adequately to data from unknown domains. This is
because during training it is assumed that the training and control data are in the same
domain, whereas in realistic applications, such as in medical image segmentation, the
presence of latent variables alters the images in a large degree. Even if they present the
same semantic content, differences in the way or instrument of image acquisition can lead
to erroneous results. Much of the cutting edge research in recent years in the field of deep
learning focuses on the creation of domain generalization methods, whereby from sparse
data deep learning networks can generalize to unknown domains. The ultimate goal of
such methods is to solve the generalization problem and create practical and easy-to-use
tools, that can find practical uses in every-day life. The aim of this thesis is to investi-
gate state-of-the-art methods for domain generalization and develop an improved system
that exploits sophisticated data augmentation methods combined with style transfer and
competitive learning techniques and apply it to medical images.

Keywords

Deep learning, domain generalisation, style transfer, image segmentation, adversarial
data augmentation, input level augmentation, feature-space augmentation
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Κεφάλαιο 1

Εισαγωγή

Η τεχνητή νοηµοσύνη έχει γνωρίσει µια αξιοσηµείωτη άνοδο τα τελευταία χρόνια, ϕέρ-
νοντας επανάσταση σε πολλές πτυχές της επιστήµης. Αυτή η άνοδος µπορεί να

αποδοθεί στις εξελίξεις στη µηχανική µάθηση, στην αυξηµένη υπολογιστική ισχύ και στην
αφθονία των δεδοµένων που είναι διαθέσιµα για την εκπαίδευση των συστηµάτων τεχνητής
νοηµοσύνης. Χάρη σε αυτές τις πρόοδους, καινούργια συστήµατα, επονοµαζόµενα συστήµα-
τα ϐαθιάς µάθησης, έχουν λάβει κύρια ϑέση στις εφαρµογές τεχνητής νοηµοσύνης.

Η ϐαθιά µάθηση, δηλαδή µεγάλα µοντέλα τεχνητής νοηµοσύνης που αναλύουν δεδο-
µένα µε µεγάλη λεπτοµέρεια, έχει αλλάξει ϱιζικά τον τοµέα της υπολογιστικής όρασης τα
τελευταία χρόνια, έχοντας εκτελέσει τεράστια πρόοδο στην επεξεργασία εικόνων. ΄Οµως, τα
σύγχρονα µοντέλα που παρουσιάζουν συνήθως ϐέλτιστη απόδοση είτε κάνουν ορισµένες πα-
ϱαδοχές στην εκπαίδευση που δεν συµβαδίζουν µε ϱεαλιστικές συνθήκης εφαρµογής τέτοιων
συστηµάτων είτε έχουν εκπαιδευτεί σε µεγάλο όγκο δεδοµένων, γεγονός που δεν είναι πάντα
εφικτό.

΄Ενα από τα πιο ϐασικά ϑέµατα στην εκπαίδευση εργαλείων ικανά για εφαρµογή σε δι-
άφορους τοµείς είναι η γενίκευση των µοντέλων. Τα συστήµατα αυτά πρέπει να είναι ικανά
να αντιστέκονται σε τυχόν αλλοιώσεις των δεδοµένων, τις οποίες πιθανόν να µην έχουν δει
κατά τη διάρκεια της εκπαίδευσης. Τέτοιες αλλοιώσεις µπορεί να προέρχονται από παράγο-
ντες οι οποίοι δεν είναι ελέγξιµοι, όπως για παράδειγµα η αλλαγή καιρού σε εφαρµογές
αυτόνοµης οδήγησης. Εάν τέτοιες ακραίες περιπτώσεις δεν έχουν ληφθεί υπόψη κατά την
διάρκεια της εκπαίδευσης, τότε µπορούν να οδηγήσουν σε σοβαρή πτώση της απόδοσης κατά
την εφαρµογή.

Η έλλειψη δεδοµένων είναι επίσης ένα σοβαρό πρόβληµα για την εφαρµογή µοντέλων
µηχανικής µάθησης. Το παραπάνω πρόβληµα που αναφέρθηκε συνήθως επιλύεται µε την
χρήση µεγάλου όγκου ποικίλων δεδοµένων εκπαίδευσης. Για πολλούς τοµείς, όπως ο ια-
τρικός, όµως, η συλλογή δεδοµένων από πολλαπλές πηγές µπορεί να είναι κοστοβόρα ή και
αδύνατη, καθώς δεν υπάρχει πληθώρα ελεύθερων προς χρήση δεδοµένων.

Η ανάγκη για πιο ανεπτυγµένες µεθόδους γενίκευσης µοντέλων είναι µεγάλη και η σύγ-
χρονη επιστήµη έχει ϐρει τρόπους µε τους οποίους είναι δυνατόν συστήµατα τεχνητής νοη-
µοσύνης να γενικεύουν σε άγνωστα δεδοµένα, χωρίς να τα έχουν δει κατά την εκπαίδευση.
Η µεταφορά στυλ και η ανταγωνιστική µάθηση είναι δύο από αυτές τις µεθόδους και έχουν
οδηγήσει σε µεγάλη ϐελτίωση. ΄Οµως, υπάρχει ανάγκη για περαιτέρω ϐελτίωση, καθώς η
απόδοση είναι ακόµα χαµηλή και το κόστος και ο χρόνος εκπαίδευσης αρκετά µεγάλος.
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Κεφάλαιο 1. Εισαγωγή

Σε τέτοιες περιπτώσεις γίνεται χρήση µεθόδων επαύξησης δεδοµένων, µέθοδοι, δηλαδή, που
µεταβάλλουν το περιεχόµενο της εικόνας µε σκοπό την αύξηση στιβαρότητας του µοντέλου.

Χρησιµοποιώντας, λοιπόν, µεθόδους επαύξησης δεδοµένων µπορεί κάποιος να ϐελτιώσει
την απόδοση, χωρίς κόστος στον χρόνο και στους πόρους εκπαίδευσης. Περίπλοκες επαυ-
ξήσεις, όµως, αποφεύγονται να χρησιµοποιηθούν στον τοµέα της υγείας, λόγω της επίδρα-
σης που έχουν στο σηµασιολογικό περιεχόµενό των εικόνων. Σε πολλές έρευνες, όµως, έχει
αποδειχθεί ότι η εισαγωγή µεγάλης πολυπλοκότητας κατά την εκπαίδευση µπορεί να µας
οδηγήσει σε σηµαντικά καλύτερα αποτελέσµατα γενίκευσης. Οπότε, είναι ενδιαφέρον να διε-
ϱευνήσουµε το πως τέτοιες περίπλοκες επαυξήσεις, σε συνδυασµό, µε σύγχρονες µεθόδους
γενίκευσης πεδίου µπορούν να µας οδηγήσουν σε ϐελτιωµένη απόδοση, χωρίς αύξηση των
υπολογιστικών πόρων.

1.1 Αντικείµενο της διπλωµατικής

Αντικείµενο της διπλωµατικής είναι η διερεύνηση χρήσης περίπλοκων επαυξήσεων δε-
δοµένων σε ιατρικές εικόνες, σε συνδυασµό µε σύγχρονες µεθόδους µεταφοράς στυλ και
ανταγωνιστικής µάθησης, µε σκοπό την δηµιουργία ενός πιο στιβαρού συστήµατος σε άγνω-
στα δεδοµένα και σε αλλοιώσεις των εικόνων. Απώτερος σκοπός είναι η δηµιουργία µιας
συνολικής, καινούργιας επαύξησης, η οποία µπορεί να συµβάλλει µε υπολογιστικά ϕθη-
νό τρόπο στην εκπαίδευση χρήσιµων εργαλείων για τον ιατρικό τοµέα. Τέτοια συστήµατα
ϑα µπορούσαν να αντικαταστήσουν αναλογικές µεθόδους στην τµηµατοποίηση ιατρικών ει-
κόνων και να λάβουν συµβουλευτικό ϱόλο για τους ειδικούς, ώστε να µειωθούν τα σφάλµατα
διάγνωσης και να εδραιωθεί µιας υψηλής ποιότητας περίθαλψη.

1.2 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε επτά κεφάλαια. Στο Κεφάλαιο 1 δίνει η εισαγω-
γή της εργασίας. Στο Κεφάλαιο 2 δίνεται το ϑεωρητικό υπόβαθρο των ϐασικών τεχνολογιών
που σχετίζονται µε τη διπλωµατική αυτή. Αρχικά περιγράφεται ο τοµέας της κατάτµησης
εικόνας, στην συνέχεια το πρόβληµα το οποίο αντιµετωπίζουν τα δίκτυα ϐαθιάς µάθησης,
όσον αφορά τη γενίκευση σε άγνωστα πεδία, στη συνέχεια τα είδη µεθόδων επίλυσης και
τέλος οι ϐασικές αρχιτεκτονικές που χρησιµοποιούνται για την επεξεργασία εικόνας. Στο
Κεφάλαιο 3 αρχικά περιγράφονται οι σχετικές µε το ϑέµα εργασίες και στη συνέχεια δίνεται
ο στόχος της συγκεκριµένης εργασίας. Στο Κεφάλαιο 4 παρουσιάζεται τα συνόλα δεδοµένων
που χρησιµοποιήθηκαν και τα ειδικά χαρακτηριστικά τους. Στην συνέχεια, περιγράφεται
η προεπεξεργασία των δεδοµένων και τα προβλήµατα που αντιµετωπίζονται µε αυτήν στις
ιατρικές εικόνες. Το Κεφάλαιο 5 παρουσιάζει µε µεγαλύτερη λεπτοµέρεια τα εργαλεία που
χρησιµοποιήθηκαν πάνω στην έρευνα της εργασίας ενώ στο Κεφάλαιο 6 παρουσιάζονται τα
πειραµατικά αποτελέσµατα. Τέλος στο Κεφάλαιο 7 δίνεται η συνεισφορά αυτής της διπλω-
µατικής εργασίας, καθώς και µελλοντικές επεκτάσεις.
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

Στο κεφάλαιο αυτό παρουσιάζεται το ϑεωρητικό υπόβαθρο που είναι απαραίτητο για
να γίνουν κατανοητά το περιεχόµενο της διπλωµατικής εργασίας και οι µέθοδοι που

χρησιµοποιούνται στο πειραµατικό µέρος.

2.1 Κατάτµηση Εικόνων

Η κατάτµηση εικόνων αποτελεί µία απο τις κυριότερες εφαρµογές των συστηµάτων ϐαθιάς
µάθησης στην υπολογιστική όραση, κατά την οποία µια εικόνα χωρίζεται ανά εικονοστοιχείο
σε διαφορετικές περιοχές ενδιαφέροντος [24]. Η κατάτµηση διαδραµατίζει κεντρικό ϱόλο
σε ένα ευρύ ϕάσµα εφαρµογών, όπως για παράδειγµα στην ανάλυση ιατρικών εικόνων από
ακτινογραφίες ή και άλλες εικόνες [25], [26], σε αυτόνοµα οχήµατα [27] (π.χ., πλοήγηση σε
επιφάνειες και ανίχνευση πεζών) και εφαρµογές ασφαλείας και ελέγχου από δορυφορικές
εικόνες [28]. Η αρχική εικόνα µετατρέπεται σε ψηφιακή και µε την χρήση ενός εκπαιδευ-
µένου νευρωνικού δικτύου λαµβάνονται τα χαρακτηριστικά της, από τα οποία πηγάζει το
τελικό αποτέλεσµα.

Σχήµα 2.1: Κατάτµηση εικόνας σε ενα σύνθετο αστικό σενάριο για την αυτόνοµη οδήγηση [1].
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2.1.1 Είδη Κατάτµησης Εικόνας

Μπορούµε να χωρίσουµε την κατάτµηση εικόνας σε δύο ϐασικές κατηγορίες :

• Κατάτµηση Περιπτώσεων (Instance Segmentation)

• Σηµασιολογική Κατάτµηση (Semantic Segmentation)

Κατάτµηση Περιπτώσεων

Η κατάτµηση περιπτώσεων αφορά την αναγνώριση και τµηµατοποίηση διαφορετικών
αντικειµένων µέσα σε µία εικόνα µε ϐάση την εµφάνισή τους ή το περιεχόµενό τους [29]
(Σχήµα 2.2). Οι τεχνικές για την εκτέλεση κατάτµησης περιπτώσεων µπορούν να χωριστούν
σε δύο κατηγορίες :

• Μέθοδος ¨από κάτω προς τα πάνω¨: Ξεκινά µε την ανίχνευση µεµονωµένων εικονοστοι-
χείων σε µια εικόνα και στη συνέχεια τα οµαδοποιεί για να σχηµατίσει ένα αντικείµενο.

• Μέθοδος από πάνω προς τα κάτω: Ανιχνεύει ολόκληρη τη σκηνή στην εικόνα, εντοπίζει
µεµονωµένα αντικείµενα και τα τµηµατοποιεί

Σχήµα 2.2: Παράδειγµα Κατάτµησης Περιπτώσεων [2]

Σηµασιολογική Κατάτµηση

Η σηµασιολογική κατάτµηση είναι η διαδικασία ανάθεσης µιας ετικέτας σε κάθε εικονο-
στοιχείο µιας εικόνας εισόδου [29] (Σχήµα 2.3).
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2.1.2 Το OOD πρόβληµα

Σχήµα 2.3: Παράδειγµα Σηµασιολογικής Κατάτµησης [2]

2.1.2 Το OOD πρόβληµα

Τα µοντέλα ϐαθιάς µάθησης συνήθως κάνουν την παραδοχή ότι τα δεδοµένα εκπαίδευσης
και τα δεδοµένα στα οποία ϑα εφαρµοστούν ϐρίσκονται στην ίδια κατανοµή, δηλαδή η µέση
τιµή και η τυπική απόκλιση των χαρακτηριστικών των εικόνων αυτών είναι ίδιες [30], [31],
[32], [33], [34]. ΄Οµως, στην πραγµατικότητα, πολλοί εξωγενείς παράγοντες, από τον τρόπο
που λήφθηκε η εικόνα µέχρι και το περιβάλλον, προκαλούν µεταβολές στο πεδίο της εικόνας,
τις λεγόµενες µεταβάσεις πεδίου (domain shifts) [35].

΄Εστω ότι οι είσοδοι και οι έξοδοι ενός µοντέλου συνδέονται µέσω της από κοινού συ-
νάρτησης κατανοµής πιθανότητας P(X, Y ), όπου X οι είσοδοι και Y οι έξοδοι. Συνήθως οι
είσοδοι της εκπαίδευσης και της επικύρωσης προέρχονται από την ίδια κατανοµή, οπότε δεν
υπάρχουν µεταβολές στην από κοινού συνάρτηση κατά την εκπαίδευση. ΄Οµως, όταν γίνει
εφαρµογή του µοντέλου σε κάποιο ϱεαλιστικό επίπεδο,τα δεδοµένα που χρησιµοποιούνται
για την εκπαίδευση, την επικύρωση και τη δοκιµή προέρχονται από την υπό συνθήκη κατα-
νοµή P(X, Y |ZϸU ) όπου Z είναι κάποια τυχαία µεταβλητή που µπορεί να µην παρατηρούµε,
η οποία δεν είναι ανεξάρτητη από Y και X , και U είναι ένα κατάλληλο υποσύνολο της Z [36].

Παραδείγµατος χάριν, στον ιατρικό τοµέα, το πρόβληµα έγγυται στο γεγονός ότι σε επίπε-
δο εικόνας δύο MRI ακτινογραφίες οι οποίες έχουν ληφθεί από δύο διαφορετικά µηχανήµατα
µπορεί να παρουσιάζουν µεγάλες αποκλίσεις, ακόµα και αν αναφέρονται στο ίδιο περιεχόµε-
νο. Αυτό οφείλεται στην ϕύση των µηχανηµάτων λήψης ιατρικών εικόνων να προσθέτουν
ϑόρυβο και τεχνουργήµατα στις εικόνες και λόγω των διαφορών στο µαγνητικό πεδίο, που,
ακόµα και µε την κατάλληλη προεπεξεργασία, µπορεί να οδηγήσουν σε σηµαντικές διαφορές
στο επίπεδο της εκπαίδευσης ενός µοντέλου τεχνητής νοηµοσύνης [3],[37].
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Σχήµα 2.4: ∆ύο παραδείγµατα που δείχνουν ότι εκπαιδευµένα Unet µοντέλα είναι ευάλωτα
σε προσεκτικά υπολογισµένες διαταραχή που προστίθεται στην αρχική εικόνα [3].

Ως αποτέλεσµα αυτού του προβλήµατος, η απόδοση των µοντέλων ϐαθιάς µάθησης πέφτει
δραµατικά σε περιπτώσεις όπου υπάρχουν µεγάλες διαφορές πεδίων [31], [38], [39], γεγονός
που αποτρέπει την πρακτική και διαδεδοµένη εφαρµογή τους σε µεγάλη κλίµακα. Μια
προφανής λύση για το πρόβληµα αυτό είναι η χρήση εικόνων από ποικιλία πεδίων, ώστε
το µοντέλο να γίνει στιβαρό σε τέτοιες αποκλίσεις. ΄Οµως, η λύση αυτή πολλές ϕορές είναι
ανέφικτη, καθώς σε δεν υπάρχει όγκος και ποικιλία δεδοµένων ελεύθερα για χρήση [37].
Για αυτόν τον λόγο, στο τοµέα της ϐαθιάς µάθησης έχουν υιοθετηθεί διαφορετικές µέθοδοι
προσέγγισης επίλυσης του προβλήµατος χωρίς την ανάγκη εκπαίδευσης πάνω σε υπέρογκο
σύνολο δεδοµένων, οι λεγόµενες µέθοδοι γενίκευσης πεδίου (domain generalization).

2.2 Γενίκευση Πεδίου

Για να ξεπεραστεί, λοιπόν, το πρόβληµα της µετάβασης πεδίου, καθώς και η απουσία δε-
δοµένων, γίνεται κυρίως χρήση µεθόδων γενίκευσης πεδίου πάνω σε µοντέλα ϐαθιάς µάθη-
σης. Η γενίκευση πεδίου είναι ένα πρόβληµα µηχανικής µάθησης που αποσκοπεί στην
εκµάθηση ενός µοντέλου που µπορεί να γενικεύσει σε άγνωστους τοµείς, λαµβάνοντας υ-
πόψη µόνο επισηµασµένα δεδοµένα από ένα σύνολο αρχικών πεδίων κατά τη διάρκεια της
εκπαίδευσης [11]. Ο στόχος της γενίκευσης πεδίου είναι η εκµάθηση µιας αναπαράστασης
αναλλοίωτης ως προς το πεδίο, η οποία αποτυπώνει την κοινή υποκείµενη δοµή σε διαφο-
ϱετικούς πεδία, ενώ παράλληλα είναι ανθεκτική σε παραλλαγές που αφορούν συγκεκριµένα
πεδία. Η γενίκευση πεδίου είναι ιδιαίτερα χρήσιµη σε σενάρια όπου το πεδίο-στόχος είναι
άγνωστος ή µη προσβάσιµος κατά τη διάρκεια της εκπαίδευσης, όπως στην ιατρική διάγνωση
ή την αυτόνοµη οδήγηση.

Η ιστορία των µεθόδων γενίκευσης πεδίου χρονολογείται από τις αρχές της δεκαετίας
του 2000, όταν το πρόβληµα εισήχθη για πρώτη ϕορά ως πρόβληµα µηχανικής µάθησης
από τους Blanchard et al [40]. Σε αντίθεση µε άλλα συναφή προβλήµατα µάθησης, όπως η
προσαρµογή πεδίου ή η µάθηση µεταφοράς, η γενίκευση πεδίου εξετάζει τα σενάρια όπου
τα δεδοµένα-στόχος είναι απρόσιτα κατά τη διάρκεια της µάθησης του µοντέλου. Το κίνητρο
πίσω από την γενίκευση πεδίου προέρχεται από µια ιατρική εφαρµογή που ονοµάζεται αυ-
τόµατη πύλη δεδοµένων ϱοής κυτταροµετρίας [40]. Στόχος ήταν ο σχεδιασµός αλγορίθµων
για την αυτοµατοποίηση της διαδικασίας ταξινόµησης των κυττάρων σε δείγµατα αίµατος

22 ∆ιπλωµατική Εργασία



2.3 Μεταφορά Στυλ

ασθενών µε ϐάση διαφορετικές ιδιότητες, π.χ. για τη διάκριση µεταξύ λεµφοκυττάρων και
µη λεµφοκυττάρων [40]. Μια τέτοια τεχνολογία ϑα µπορούσε να είναι Ϲωτικής σηµασίας για
τη διευκόλυνση της διάγνωσης της υγείας των ασθενών, δεδοµένου ότι η χειροκίνητη ταξι-
νόµηση είναι εξαιρετικά χρονοβόρα και απαιτεί ειδική εµπειρογνωµοσύνη σε συγκεκριµένο
τοµέα.

Η γενίκευση πεδίου έχει µελετηθεί εκτενώς στη ϐιβλιογραφία, µε πολυάριθµες µεθόδους
που έχουν αναπτυχθεί σε διάφορους τοµείς εφαρµογών. Αυτές οι µέθοδοι µπορούν να κα-
τηγοριοποιηθούν σε γενικές γραµµές σε τέσσερις οµάδες : µέθοδοι ϐασισµένες σε χαρακτη-
ϱιστικά, µέθοδοι ϐασισµένες σε µετρικές, µέθοδοι ϐασισµένες σε µοντέλα και µέθοδοι ϐασι-
σµένες σε µετα-εκπαίδευση, κάποιες από τις οποίες ϑα αναλυθούν περαιτέρω στο κοµµάτι
της σχετικής εργασίας. Οι µέθοδοι ϐασισµένες σε χαρακτηριστικά στοχεύουν στην εκµάθηση
µιας αναπαράστασης χαρακτηριστικών, αµετάβλητων ως προς το πεδίο, προσθέτοντας όρους
κανονικοποίησης στη συνάρτηση απώλειας ή χρησιµοποιώντας δίκτυα διαχωρισµού πεδίων.
Οι µέθοδοι που ϐασίζονται στη µετρική στοχεύουν στην εκµάθηση ενός µετρικού χώρου
που είναι αναλλοίωτος σε µεταβολές που αφορούν το πεδίο, ενώ οι µέθοδοι που ϐασίζονται
στο µοντέλο στοχεύουν στην εκµάθηση ενός µοντέλου που είναι ανθεκτικό στη µετατόπιση
του πεδίου. Οι µέθοδοι που ϐασίζονται στη µετα-εκπαίδευση στοχεύουν στην εκµάθηση ε-
νός µετα-µαθητή που µπορεί να προσαρµοστεί γρήγορα σε νέα πεδία µε λίγα δείγµατα µε
ετικέτες.

2.3 Μεταφορά Στυλ

Η µεταφορά στυλ είναι µια καινούργια τεχνική στην όραση υπολογιστών και την επεξερ-
γασία εικόνας που επιτρέπει τη µετατροπή του καλλιτεχνικού στυλ µιας εικόνας, διατηρώντας
παράλληλα το περιεχόµενό της [41]. Η έννοια αυτή απέκτησε ευρεία προσοχή µε την εισαγω-
γή των αλγορίθµων νευρωνικής µεταφοράς στυλ, οι οποίοι αξιοποιούν τη δύναµη των ϐαθιών
νευρωνικών δικτύων για τη δηµιουργία οπτικά εντυπωσιακών και καλλιτεχνικών εικόνων.
Στον πυρήνα της µεταφοράς στυλ ϐρίσκεται η ιδέα του διαχωρισµού και του επανασυνδυα-
σµού του περιεχοµένου και του στυλ δύο διαφορετικών εικόνων για την παραγωγή µιας νέας
και µοναδικής σύνθεσης (Σχήµα 2.4).

Η διαδικασία µεταφοράς στυλ περιλαµβάνει συνήθως δύο κύρια συστατικά: την εικόνα
περιεχοµένου και την εικόνα στυλ. Η εικόνα περιεχοµένου περιέχει τα αντικείµενα και
τα στοιχεία που ϑα διατηρηθούν στο τελικό αποτέλεσµα, ενώ η εικόνα στυλ ενσωµατώνει
τα στυλιστικά χαρακτηριστικά που ϑέλουµε να εφαρµόσουµε στο περιεχόµενο [42]. Τα
νευρωνικά δίκτυα διαδραµατίζουν καθοριστικό ϱόλο σε αυτή τη διαδικασία, αναλύοντας
την εικόνα περιεχοµένου για να εξάγουν τα χαρακτηριστικά και την εικόνα στυλ για να
αποτυπώσουν τα στιλιστικά χαρακτηριστικά της. Αυτά τα χαρακτηριστικά χρησιµοποιούνται
στη συνέχεια για τη δηµιουργία µιας νέας εικόνας που συνδυάζει το περιεχόµενο από την
εικόνα περιεχοµένου µε τις υφολογικές ιδιότητες της εικόνας στυλ [42].

∆ιπλωµατική Εργασία 23



Κεφάλαιο 2. Θεωρητικό υπόβαθρο

Σχήµα 2.5: ∆ιαδικασία µεταφοράς στυλ από πίνακα Ϲωγραφικής σε εικόνες του πραγµατικού
κόσµου [4]

Χρησιµοποιώντας εικόνες που παρουσιάζουν διαφορές στα πεδία τους, µπορούµε να
χρησιµοποιήσουµε την µεταφορά στυλ για να δηµιουργήσουµε εικόνες διαφορετικών πεδίων,
εµπλουτίζοντας το σύνολο δεδοµένων και ϐελτιώνοντας την γενίκευση του µοντέλου από ένα
και µόνο σύνολο δεδοµένων [23]. Οι ποσότητες που χρησιµοποιούνται κυρίως είναι η µέση
τιµή και η διακύµανση των χαρτών χαρακτηριστικών, καθώς είναι τα κύρια µεγέθη στα οποία
αποθηκεύεται στα επίπεδα ενός νευρωνικού δικτύου η πληροφορία για το στυλ µιας εικόνας
[21].

2.4 Μοντέλα ϐαθιάς µάθησης - Νευρωνικά ∆ίκτυα

Θεωρείται ϕρόνηµο σε αυτό το σηµείο να δοθούν ϐασικές πληροφορίες για τα κύρια
µοντέλα ϐαθιάς µάθησης που χρησιµοποιούνται στον τοµέα επεξεργασίας εικόνας.

2.4.1 CNN-Συνελικτικά Νευρωνικά ∆ίκτυα

Η ϐασική αρχιτεκτονική για την επεξεργασία εικόνων είναι τα συνελικτικά νευρωνικά
δίκτυα (CNN). Τα CNNs δηµιουργήθηκαν για να αντιµετωπίσουν την αυξανόµενη πολυ-
πλόκητα και το αυξανόµενο µέγεθος των σύνολων δεδοµένων και να αντικαταστήσουν τα
δίκτυα πρόσθειας µετάβασης, τα οποία δηµιουργούσαν πολλές συνδέσεις µεταξύ των επι-
πέδων και κατέληξαν δύσχρηστα [43]. Τα CNNs έχουν σχεδιαστεί για να µαθαίνουν αυτόµα-
τα και προσαρµοστικά µοτίβα και χαρακτηριστικά από εικόνες και άλλες δοµές δεδοµένων
που µοιάζουν µε πλέγµατα. Αυτό το επιτυγχάνουν µέσω στρωµάτων συνελίξεων και πράξεων
συγκέντρωσης, τα οποία τους επιτρέπουν να ανιχνεύουν ιεραρχίες χαρακτηριστικών, από
απλές ακµές έως σύνθετα µέρη αντικειµένων. Αυτή η ιεραρχική εκµάθηση χαρακτηριστικών
καθιστά CNNs ιδιαίτερα κατάλληλα για εργασίες όπως η ταξινόµηση εικόνων, η ανίχνευση
αντικειµένων, η αναγνώριση προσώπου και άλλα [44]. Εκτός από την αποτελεσµατικότητά
τους στην όραση υπολογιστών, τα CNNs έχουν εφαρµοστεί σε διάφορους τοµείς, συµπερι-
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λαµβανοµένης της επεξεργασίας ϕυσικής γλώσσας, της ανάλυσης ιατρικών εικόνων, ακόµη
και σε παιχνίδια.

Με περισσότερες λεπτοµέρειες, ο αλγόριθµος CNN ϐασίζεται σε διάφορες ενότητες που
είναι δοµηµένες σε µια συγκεκριµένη ϱοή εργασίας [5], οι οποίες παρατίθενται ως εξής :

• Εικόνα εισόδου

• Στρώµα συνέλιξης (πυρήνας)

• Στρώµα συγκέντρωσης

• Ταξινόµηση - Στρώµα πλήρους σύνδεσης

• Αρχιτεκτονικές

΄Ενα δίκτυο CNN δέχεται µια εικόνα ως είσοδο, διακρίνει τα αντικείµενά της µε ϐάση τρία
χρωµατικά επίπεδα και προσδιορίζει διάφορους χρωµατικούς χώρους και µετρά, επίσης, τις
διαστάσεις της εικόνας [5].

Σχήµα 2.6: Παράδειγµα της διαδικασίας ενός δικτύου CNN [5]

Επίπεδο Συνέλιξης

Ο πυρήνας του CNN λειτουργεί µε ϐάση τον ακόλουθο τύπο: ∆ιαστάσεις εικόνας =
n1xn2x1 όπου n1 = ύψος, n2 = πλάτος και 1 = αριθµός καναλιών, όπως RGB. Στην παρα-
κάτω εικόνα, το πράσινο τµήµα δείχνει τον τύπο 5x5x1 [5]. Το κίτρινο πλαίσιο εξελίσσεται
από το πρώτο πλαίσιο µέχρι το τελευταίο, εκτελώντας τη συνελικτική πράξη σε κάθε πίνακα
3x3.

Ο στόχος αυτής της λειτουργίας συνέλιξης είναι να ληφθούν όλα τα υψηλού επιπέδου χα-
ϱακτηριστικά της εικόνας. Τα χαρακτηριστικά υψηλού επιπέδου µπορούν να περιλαµβάνουν
και τις ακµές της εικόνας [5]. Αυτό το επίπεδο δεν περιορίζεται µόνο στα χαρακτηριστικά υ-
ψηλού επιπέδου- εκτελεί επίσης µια λειτουργία σε χαρακτηριστικά χαµηλού επιπέδου, όπως
το χρώµα και ο προσανατολισµός της κλίσης [5].
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Σχήµα 2.7: Παράδειγµα του αποτελέσµατος συνέλιξης ενός ϕίλτρου [5]

Ο στόχος των στρωµάτων γεµίσµατος είναι να µειώσουν τη διαστατικότητα της εικόνας που
ϐρίσκεται στην αρχική εικόνα εισόδου και να αυξήσουν τη διαστατικότητα ή, σε ορισµένες
περιπτώσεις, να την αφήσουν αµετάβλητη, ανάλογα µε την απαιτούµενη έξοδο.

Επίπεδο Pooling

Ο πρωταρχικός στόχος του στρώµατος Pooling είναι να µειώσει το χωρικό µέγεθος του
των χαρακτηριστικών του συνελικτικού επιπέδου. Λειτουργεί για τη µείωση της απαιτούµε-
νης υπολογιστικής ισχύος για την επεξεργασία των δεδοµένων µε τη µέθοδο της µείωσης
της διάστασης [5]. Επιπλέον, είναι επίσης ευεργετικό για την εξαγωγή των κυρίαρχων χα-
ϱακτηριστικών, τα οποία είναι κατά ϐάση περιστροφικά καθώς και αναλλοίωτα ως προς τη
ϑέση, οπότε απαιτείται η διατήρηση της διαδικασίας αποτελεσµατικά. Υπάρχουν κυρίως δύο
διαφορετικοί τύποι Pooling, οι οποίοι είναι οι εξής :

• Μέγιστη Συγκέντρωση (Max Pooling): Το Max Pooling παρέχει τη µέγιστη τιµή εντός
της καλυµµένης εικόνας από τον πυρήνα.

• Μέση Συγκέντρωση (Average Pooling): Η Μέση Συγκέντρωση παρέχει και επιστρέφει
τη µέση τιµή εντός της καλυµµένης εικόνας από τον πυρήνα.

Με την πάροδο των ετών, τα CNN έχουν σηµειώσει αξιοσηµείωτες ϐελτιώσεις τόσο στην
αρχιτεκτονική όσο και στις επιδόσεις. Η πρόοδος µπορεί να αποδοθεί σε διάφορους ϐασι-
κούς παράγοντες, όπως µεγαλύτερα και ποικίλα σύνολα δεδοµένων, ϐελτιωµένες τεχνικές
ϐελτιστοποίησης (π.χ. διακοπή, οµαλοποίηση παρτίδων, ϐελτιωµένες µεθόδους επαύξησεις
δεδοµένων) και ϐαθύτερες αρχιτεκτονικές δικτύων. Η ανάπτυξη προ-εκπαιδευµένων µο-
ντέλων, όπως το VGG [44], το ResNet [6] και το Inception [45], επέτρεψε στους ερευνητές και
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Σχήµα 2.8: Παράδειγµα της διαδικασίας pooling [5]

τους επαγγελµατίες να αξιοποιήσουν τη εκµάθηση µεταφοράς, όπου τα µοντέλα που εκπαι-
δεύτηκαν σε µια εργασία µπορούν να ϱυθµιστούν λεπτοµερώς για µια άλλη, µε αποτέλεσµα
να έχουµε σηµαντική αύξηση της αποδοτικότητας και της ακρίβειας [45]. Επιπλέον, οι ε-
πιταχυντές υλικού, όπως οι κάρτες γραφικών (GPUs) και οι κάρτες επεξεργασίας τένσορων
(TPUs), έχουν διαδραµατίσει καθοριστικό ϱόλο στην επιτάχυνση της εκπαίδευσης των CNNs,
καθιστώντας δυνατή την αντιµετώπιση πιο σύνθετων εργασιών και µεγαλύτερων συνόλων δε-
δοµένων [43].

Σχήµα 2.9: Αρχιτεκτονικές VGG, ResNet [6]
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2.4.2 FCN-Πλήρως Συνελικτικά ∆ίκτυα

Τα CNNs χρησιµοποιήθηκαν στο τοµέα της κατάτµησης εικόνας υπό αλλαγµένη µορ-
ϕή, τα πλήρως συνελικτικά δίκτυα (Fully Convolutional Network - FCN). Σε αντίθεση µε
τα παραδοσιακά CNNs, τα FCNs είναι ειδικά προσαρµοσµένα για εργασίες σηµασιολογικής
κατάτµησης σε επίπεδο εικονοστοιχείου, όπου ο στόχος είναι η ταξινόµηση κάθε εικονο-
στοιχείου µιας εικόνας σε προκαθορισµένες κλάσεις [7]. Τα FCNs διαφέρουν από τα CNNs
αντικαθιστώντας τα πλήρως συνδεδεµένα στρώµατα µε στρώµατα συνέλιξης, γεγονός που
συµβάλλει στη διατήρηση της χωρικής πληροφορίας σε όλο το δίκτυο. Παράλληλα, µέσω
της χρήσης συνδέσεων παράλειψης στις οποίες οι χάρτες χαρακτηριστικών από τα τελευταία
στρώµατα του µοντέλου αναβαθµίζονται και συγχωνεύονται µε χάρτες χαρακτηριστικών των
προηγούµενων στρωµάτων, το µοντέλο συνδυάζει σηµασιολογικές πληροφορίες (από ϐαθιά,
χονδροειδή στρώµατα) και πληροφορίες εµφάνισης (από ϱηχά, λεπτά στρώµατα) σε προκει-
µένου να παράγει ακριβείς και λεπτοµερείς τµηµατοποιήσεις.

Σχήµα 2.10: Παράδειγα διαδικασίας ενός δικτύου FCN. ∆ιαθέτουν την δυνατότητα να µάθουν
αποτελεσµατικά να κάνουν πυκνές προβλέψεις για εργασίες ανά εικονοστοιχείο [7]

Μια αξιοσηµείωτη αρχιτεκτονική εµπνευσµένη από τα FCN είναι το U-Net, γνωστό για
την αρχιτεκτονική του σε σχήµα U που αποτελείται τόσο από συρρικνούµενα όσο και από
επεκτεινόµενα µονοπάτια, καθιστώντας το ιδιαίτερα αποτελεσµατικό για εργασίες όπως η
κατάτµηση εικόνων [8] (Σχήµα 2.7). Το δίκτυο προτάθηκε αρχικά για την τµηµατοποίηση
ϐιολογικών εικόνων µικροσκοπίας. Το δίκτυο και η εκπαιδευτική στρατηγική ϐασίστηκαν
στη χρήση επαύξησης δεδοµένων για την εκµάθηση από τις πολύ λίγες σχολιασµένες εικόνες
αποτελεσµατικά. Η U-Net αρχιτεκτονική αποτελείται από δύο µέρη, ένα συµβαλλόµενο µο-
νοπάτι για τη σύλληψη του πλαισίου, και ένα συµµετρικό επεκτατικό µονοπάτι που επιτρέπει
τον ακριβή εντοπισµό [8] . Το τµήµα της δειγµατοληψίας προς τα κάτω ή της συρρίκνωσης
έχει µια αρχιτεκτονική που µοιάζει µε FCN και εξάγει χαρακτηριστικά µε συνελίξεις 3x3. Το
τµήµα δειγµατοληψίας προς τα πάνω ή επέκτασης µέρος χρησιµοποιεί ανοδική συνέλιξη (ή
αποσυµπίεση), µειώνοντας το αριθµό των χαρτών χαρακτηριστικών, αυξάνοντας παράλληλα
τις διαστάσεις τους. Χάρτες χαρακτηριστικών από το τµήµα του δικτύου µε τη δειγµατολη-
ψία προς τα κάτω αντιγράφονται στο τµήµα ανοδικής δειγµατοληψίας για να αποφευχθεί η
απώλεια πληροφορία των προτύπων [8]. Τέλος, µια συνέλιξη 1×1 επεξεργάζεται τους χάρτες
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χαρακτηριστικών για τη δηµιουργία ενός χάρτη τµηµατοποίησης που κατηγοριοποιεί κάθε
εικονοστοιχείο της εικόνας εισόδου.

Σχήµα 2.11: Αρχιτεκτονική U-Net (παράδειγµα για 32x32 εικονοστοιχεία στη χαµηλότερη
ανάλυση). Κάθε µπλε πλαίσιο αντιστοιχεί σε χάρτη χαρακτηριστικών πολλαπλών καναλιών.
Ο αριθµός των καναλιών συµβολίζεται στην κορυφή του πλαισίου. Το µέγεθος x-y παρέχεται
στο κάτω αριστερό άκρο του πλαισίου. Λευκό κουτιά αντιπροσωπεύουν αντιγραµµένους χάρτες
χαρακτηριστικών. Τα ϐέλη υποδηλώνουν τις διάφορες λειτουργίες [8]

Στον ιατρικό τοµέα, τα FCN και παραλλαγές όπως το U-Net έχουν ϐρει εκτεταµένη εφαρ-
µογή, όπως σε εφαρµογές κατάτµησης όγκων εγκεφάλου [46], τµηµατοποίηση µε επίγνωση
της περίπτωσης [47], κατάτµηση καρκίνων του δέρµατος [48] και κατάτµηση της ίριδας [49].
΄Εφεραν επανάσταση στην ανάλυση ιατρικών εικόνων, επιτρέποντας την ακριβή και αυτοµα-
τοποιηµένη κατάτµηση οργάνων και όγκων σε εικόνες από διάφορες µεθόδους [50], όπως
µαγνητική τοµογραφία, αξονικές τοµογραφίες και ακτίνες Χ [8]. Τα FCN επιτρέπουν στους
επαγγελµατίες της ιατρικής να εξοικονοµούν χρόνο και να κάνουν ακριβέστερες διαγνώσεις
παρέχοντας λεπτοµερείς χάρτες ανατοµικών δοµών ή παθολογικών περιοχών.

Ωστόσο, παρά τη δηµοτικότητα και την αποτελεσµατικότητά του, το συµβατικό µοντέλο
FCN έχει ορισµένους περιορισµούς - δεν είναι αρκετά γρήγορο για εξαγωγή συµπερασµάτων
σε πραγµατικό χρόνο, δεν λαµβάνει υπόψη του τις πληροφορίες του παγκόσµιου πλαισίου σε
ένα αποδοτικό και δεν είναι εύκολα µεταβιβάσιµο σε τρισδιάστατες εικόνες. Μεταγένεστερες
αρχιτεκτονικές αποσκοπούσαν στην διόρθωση αυτών των προβληµάτων.

2.4.3 Μοντέλα Encoder-Decoder

Οι αρχιτεκτονικές κωδικοποιητή-αποκωδικοποιητή είναι µια ισχυρή κατηγορία µοντέλων
νευρωνικών δικτύων που χρησιµοποιούνται ευρέως σε διάφορους τοµείς, όπως η όραση υπο-
λογιστών, η επεξεργασία ϕυσικής γλώσσας και άλλα. Αυτές οι αρχιτεκτονικές είναι ιδιαίτερα
αξιοσηµείωτες για την ικανότητά τους να µειώνουν την πληροφορία σε ένα χώρο χαµηλότερης
διάστασης χρησιµοποιώντας έναν κωδικοποιητή και στη συνέχεια να ανακατασκευάζουν ή
να χρησιµοποιούν αυτή τη µειωµένη πληροφορία χρησιµοποιώντας έναν αποκωδικοποιητή
[51],[52].
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Στο πλαίσιο της επεξεργασίας εικόνας, ο συστατικός κωδικοποιητής της αρχιτεκτονικής
λαµβάνει µια είσοδο υψηλής διάστασης, όπως µια εικόνα, και την ανάγει προοδευτικά σε
µια αναπαράσταση χαµηλότερης διάστασης που συχνά αναφέρεται ως λανθάνων χώρος ή
στενωπός (latent space) [51],[52]. Αυτή η διαδικασία περιλαµβάνει µια σειρά από επίπεδα
συνελικτικής και οµαδοποίησης που συλλαµβάνουν όλο και πιο αφηρηµένα και συµπαγή
χαρακτηριστικά από την είσοδο. Αυτές οι αναπαραστάσεις χαµηλότερης διάστασης διατη-
ϱούν ϐασικές πληροφορίες σχετικά µε την είσοδο, ενώ απορρίπτουν περιττές λεπτοµέρειες,
καθιστώντας το έναν αποτελεσµατικό τρόπο εξαγωγής ουσιαστικών χαρακτηριστικών από πο-
λύπλοκα δεδοµένα.

Σχήµα 2.12: Μια απεικόνιση της αρχιτεκτονικής FCN µε ϐάση τον κωδικοποιητή-
αποκωδικοποιητή για σηµασιολογική κατάτµηση [9]

Το στοιχείο αποκωδικοποιητή, από την άλλη πλευρά, λαµβάνει τις µειωµένες πληροφο-
ϱίες από τον κωδικοποιητή και τις χρησιµοποιεί για να ανακατασκευάσει την αρχική είσοδο
ή να παράγει µια έξοδο µε τα επιθυµητά χαρακτηριστικά. Για εργασίες που σχετίζονται µε
εικόνες, ο αποκωδικοποιητής αποτελείται συνήθως από συνελικτικά στρώµατα που αναβαθ-
µίζουν τη λανθάνουσα αναπαράσταση, επεκτείνοντάς την σταδιακά στις αρχικές διαστάσεις
εισόδου [51],[52]. Αυτή η ανακατασκευασµένη έξοδος µπορεί να εξυπηρετήσει διάφορους
σκοπούς, από την αποθορυβοποίηση εικόνας και την αφαίρεση χρώµατος έως τη µεταφορά
στυλ και την υπερανάλυση. Σε άλλες εφαρµογές, όπως η µηχανική µετάφραση στην επεξερ-
γασία ϕυσικής γλώσσας, ο αποκωδικοποιητής χρησιµοποιεί τις πληροφορίες χαµηλότερης
διάστασης για να παράγει ακολουθίες κειµένου ή άλλα δεδοµένα. Συνολικά, οι αρχιτεκτο-
νικές κωδικοποιητή-αποκωδικοποιητή παρέχουν ένα ευέλικτο πλαίσιο για τη συµπίεση και
τη χρήση πληροφοριών, επιτρέποντας ένα ευρύ ϕάσµα εργασιών όπου η αποτελεσµατική
εξαγωγή και ανακατασκευή χαρακτηριστικών είναι απαραίτητη [51],[52].

2.4.4 Μοντέλα FTN-STN

Πρόσφατες έρευνες έχουν ϐρει µεθόδους στις οποίες κατάλληλες αρχιτεκτονικές µπο-
ϱούν να ϐοηθήσουν στην αύξηση στιβαρότητας προς τις αλλαγές πεδίων των εικόνων. ΄Ενα
τέτοιο πλαίσιο είναι τα συνεργατικά δίκτυα FTN-STN (Fast Thinking Network-Slow Think-
ing Network), τα οποία ϐασίζονται στην λειτουργία του εγκεφάλου µε γρήγορο τρόπο να
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παίρνει απλές αποφάσεις αυτόµατα και είναι πιο επιρρεπές σε σφάλµατα και µε αργό τρόπο
να επεξεργάζεται περίπλοκες αποφάσεις [10], [53].

Το προτεινόµενο πλαίσιο αποτελείται από ενα δίκτυο ταχείας σκέψης, το οποίο δεδοµένης
µιας εικόνας x, εξάγει χαρακτηριστικά σχήµατος zs ειδικά για την εργασία τµηµατοποίησης
και τα χαρακτηριστικά πλαισίου zi της εικόνας για να εκτελέσει την εργασία ανακατασκευής
της εικόνας [10]. Το δίκτυο αποτελείται από έναν κωδικοποιητή Eθ, ένα αποσυζεύκτη χα-
ϱακτηριστικών H και δύο αποκωδικοποιητές Dφs και Dφi για τις εργασίες τµηµατοποίησης
και ανακατασκευής εικόνας. Ο αποσυζεύκτης κώδικα H εφαρµόζεται στα zi χαρακτηρι-
στικά ώστε οι πληροφορίες που δεν σχετίζονται µε την εργασία να απενεργοποιούνται στο
zs. Ο αποσυζεύκτης H χρησιµοποιεί µια στοίβα από δύο επίπεδα συνελικτικής ανάλυσης
ακολουθούµενα από µια συνάρτηση ενεργοποίησης ReLU [10].

Το δίκτυο ϐραχείας σκέψης είναι ένα δίκτυο αυτόµατου κωδικοποιητή αποθορυβοποίη-
σης Cψ, το οποίο διορθώνει την κατάτµηση που προβλέπεται από το δίκτυο ταχείας σκέψης
χρησιµοποιώντας ένα µαθηµένο προηγούµενο σχήµα που κωδικοποιείται στο δίκτυο [10].

Σχήµα 2.13: Το δίκτυο FTN-STN [10]

Το δίκτυο εκπαίδευεται σε τρία σφάλµατα, το σφάλµα ανακατασκευής, το σφάλµα κα-
τάτµησης και το σφάλµα σχήµατος στην περίπτωση που χρησιµοποείται το δίκτυο ϐραχείας
σκέψης [10]. Επίσης, χρησιµοποείται τυχαία κάποια µορφή επαύξησης δεδοµένων στο λαν-
ϑάνων επίπεδο για να αποφευχθούν περιπτώσεις υπερπροσαρµογής. Η λανθάνουσα αύξηση
δεδοµένων χώρου εκτελεί συγκάλυψη σε επίπεδο καναλιού και χώρου για τον λανθάνοντα
κώδικα που µαθαίνεται από το FTN µε τυχαίο και στοχευµένο τρόπο. Η ανακατασκευή ει-
κόνων µε µασκοποιηµένους λανθάνουσες κώδικες παράγει ένα ποικίλο σύνολο απαιτητικών
εικόνων και αλλοιωµένους χάρτες κατάτµησης για την ενίσχυση της εκπαίδευσης και των
δύο δικτύων [10].
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Κεφάλαιο 3

Σχετική ϐιβλιογραφία µεθόδων γενίκευσης πε-

δίου σε εικόνες

Στο κεφάλαιο αυτό αρχικά γίνεται µια περιγραφή των διαφόρων µεθόδων που εφαρµόζο-
νται για την γενίκευση πεδίου, που είχαν επίδραση και στην έρευνα της διπλωµατικής

εργασίας.

3.1 Σχετικές εργασίες

3.1.1 Προσαρµογή Πεδίου

Μία από τις πιο συνηθισµένες µεθόδους γενίκευσης πεδίου είναι η προσαρµογή πεδίου
(domain adaptation), η οποία έχει διερευνηθεί σε εκτενή ϐαθµό [54], [55], [56], [57], [58].
Η προσαρµογή πεδίου αφορά την προσέγγιση της άγνωστης κατανοµής, όµως κάνει την
παραδοχή ότι υπάρχουν αραιώς επισηµασµένα ή ακόµα και µη επισηµασµένα δεδοµένα
για την εκπαίδευση [59], [60], [61], [62]. Το πρόβληµα που παρουσιάζεται εδώ είναι ότι
δεν γίνεται να γίνει εφαρµογή σε περιπτώσεις που δεν έχουµε δεδοµένα από διαφορετικά
πεδία. Υπάρχουν ορισµένες έρευνες που έχουν ασχοληθεί µε µη-επιβλεπόµενη κατάτµηση
εικόνας [63],[64], όµως χρειάζεται αρκετά µεγάλος όγκος δεδοµένων για να παρουσιάστει
καλή απόδοση, γεγονός που δεν ισχύει για πολλές εφαρµογές.

Σχήµα 3.1: Παραδείγµατα εικόνων από τρία σηµεία αναφοράς γενίκευσης πεδίου που εκδη-
λώνουν διαφορετικούς τύπους µετατόπισης πεδίου. Στο (α), η µετατόπιση τοµέα αντιστοιχεί
κυρίως σε αλλαγές στο στυλ της γραµµατοσειράς, το χρώµα και το ϕόντο. Στο (ϐ), είναι σαφείς
οι µεροληψίες που αφορούν συγκεκριµένα σύνολα δεδοµένων, οι οποίες οφείλονται σε αλλα-
γές σε περιβάλλον/σκηνικό και την οπτική γωνία. Στο (γ), οι αλλαγές στο στυλ της εικόνας
είναι ο κύριος λόγος για τη µετατόπιση τοµέα [11].
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3.1.2 Ανταγωνιστική Εκπαίδευση

Η ανταγωνιστική εκπαίδευση είναι µια τεχνική µηχανικής µάθησης που έχει σχεδια-
στεί για την ενίσχυση της στιβαρότητας των µοντέλων ϐαθιάς µάθησης. Αντλεί έµπνευση
από αντίπαλα παραδείγµατα, τα οποία είναι είσοδοι σκόπιµα σχεδιασµένες για να παρα-
πλανήσουν ένα νευρωνικό δίκτυο. Στην ανταγωνιστική εκπαίδευση, το µοντέλο εκτίθεται σε
αυτά τα αντίξοα παραδείγµατα κατά τη διάρκεια της διαδικασίας εκπαίδευσης, αναγκάζο-
ντάς το να µάθει να είναι πιο ανθεκτικό σε τέτοιες διαταραχές. Η ϐασική ιδέα προήλθε από
την ανακάλυψη ότι η πρόσθεση ενός ανεπαίσθητου ϑορύβου σε εικόνες µπορεί να οδηγήσει
ένα µοντέλο ϐαθιάς µάθησης στο να ϐγάλει λάθος αποτελέσµατα, παρά το γεγονός ότι δεν
ϕαίνεται κάποια αλλαγή στο ανθρώπινο µάτι [12].

Σχήµα 3.2: Παρουσίαση του αποτελέσµατος πρόσθεσης ϑορύβου στην πρόβλεψη ενός δικτύου
ταξινόµησης εικόνας [12]

Ο πρωταρχικός ϱόλος της ανταγωνιστικής εκπαίδευσης στην αύξηση της ανθεκτικότη-
τας έγκειται στην ικανότητά της να ϐελτιώνει την απόδοση ενός µοντέλου όταν αντιµετωπίζει
αντίξοες εισόδους ή άγνωστες κατανοµές δεδοµένων. Με την ενσωµάτωση αντίπαλων πα-
ϱαδειγµάτων στο σύνολο δεδοµένων εκπαίδευσης, το µοντέλο µαθαίνει να αναγνωρίζει και
να προσαρµόζεται σε λεπτές αλλαγές και αποκλίσεις στα δεδοµένα εισόδου, καθιστώντας το
λιγότερο ευάλωτο σε χειραγώγηση και εκµετάλλευση. Αυτό όχι µόνο ενισχύει την ικανότητα
του µοντέλου να υπερασπίζεται έναντι εχθρικών επιθέσεων, αλλά και ϐελτιώνει τη συνολική
απόδοση της γενίκευσής του. Η εκπαίδευση µε ανταγωνιστικό τρόπο έχει ϐρει εφαρµογές
σε διάφορους τοµείς, όπως η όραση υπολογιστών, η επεξεργασία ϕυσικής γλώσσας και η
ενισχυτική µάθηση.

Η ανταγωνιστική εκπαίδευση έχει χρησιµοποιηθεί κυρίως στα µοντέλα παραγωγικής α-
νταγωνιστικής εκπαίδευσης (GANs) στην οποία λύνεται το πρόβληµα ελαχιστοποίησης της
κατανοµής µέσω ενός παιγνίου δύο παικτών minimax [65]. Αυτό επιτυγχάνεται µε την εκ-
µάθηση ενός διαχωριστή για τη διάκριση µεταξύ πραγµατικών και παραγόµενων ψεύτικων
εικόνων, ενθαρρύνοντας παράλληλα τη γεννήτρια να ξεγελάσει τον διαχωριστή [65]. Πα-
ϱάλληλα, ως αποτέλεσµα αυτής της χρήσης για την αύξηση στιβαρότητας των µοντέλων,
χρησιµοποιείται ευρέως ως µέθοδος γενίκευσης πεδίου [66], [67], [68], [69]. Σε σύγχρονες
µεθόδους, η ανταγωνιστική µάθηση µπορεί να γίνεται και χωρίς την χρήση κάποιου διαχωρι-
στή, αλλά µε τον ¨ανταγωνισµό¨ µεταξύ δύο διαφορετικών σφαλµάτων κατά την εκπαίδευση
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[23].

3.1.3 Μεταφορά Στυλ

Η µεταφορά στυλ είναι µια τεχνική στην όραση υπολογιστών που περιλαµβάνει τη δη-
µιουργία µιας νέας εικόνας συνδυάζοντας το περιεχόµενο µιας εικόνας µε το στυλ µιας
άλλης εικόνας. Στόχος της µεταφοράς στυλ είναι η δηµιουργία µιας εικόνας που διατηρεί
το περιεχόµενο της αρχικής εικόνας, ενώ εφαρµόζει το οπτικό στυλ µίας άλλης [70]. Χάρη
στις πρόσφατες εξελίξεις στη µεταφορά στυλ [71], [72], έχει εισαχθεί ευρέως ως µέθοδος
γενίκευσης πεδίου. Αρκετές µέθοδοι γενίκευσης [73], [74], [75] χρησιµοποιούν έτοιµα µο-
ντέλα µεταφοράς στυλ, όπως το AdaIN [71] ή δηµιουργούν δίκτυα τα οποία µαθαίνουν από
δείγµατα να κάνουν επαύξηση δεδοµένων µε συγκεκριµένα στυλ [23],[72]. Παράλληλα, α-
ξιοποιούνται εξωτερικά στυλ, για να αυξηθεί η ποικιλία των δεδοµένων εκπαίδευσης [76].
Είναι µία αρκετά χρήσιµη τεχνική, καθώς µπορούν να δηµιουργηθούν εικόνες που αναπα-
ϱιστούν διαφορετικά πεδία και να οδηγηθούµε σε καλύτερη γενίκευση των µοντέλων, ακόµα
και µε λίγα δεδοµένα.

Σχήµα 3.3: Παράδειγµα δηµιουργίας δειγµάτων για προσαρµογή πεδίου µε ϱυθµιζόµενες υ-
περπαραµέτρους [13]

3.1.4 Επαύξηση στο επίπεδο των χαρακτηριστικών

Η επαύξηση στο επίπεδο των χαρακτηριστικών έχει αναδειχθεί ως µια πρωτοποριακή τε-
χνική ειδικά προσαρµοσµένη για την αντιµετώπιση των προκλήσεων της γενίκευσης πεδίου
[21], [16]. Στο πλαίσιο της γενίκευσης πεδίου, η επαύξηση µε ϐάση τα χαρακτηριστικά α-
ξιοποιεί την παραδοχή ότι τα στατιστικά στοιχεία των χαρακτηριστικών του CNN περικλείουν
πληροφορίες που σχετίζονται µε τον τοµέα [21], [16]. Τα MixStyle και Mixup είναι δύο
χαρακτηριστικά παραδείγµατα αυτής της προσέγγισης. Το MixStyle εισάγει την επαύξηση
στυλ µε την ανάµειξη στατιστικών χαρακτηριστικών CNN που προέρχονται από περιπτώσεις
που ανήκουν σε διαφορετικά πεδία. Με αυτόν τον τρόπο, τα µοντέλα προσαρµόζονται α-
ποτελεσµατικότερα σε πεδία που δεν είχαν προηγουµένως δει, προσδίδοντας διαφορετικά
οπτικά στυλ και χαρακτηριστικά [21]. Το Mixup, από την άλλη πλευρά εκτελεί επαύξηση σε
επίπεδο εικονοστοιχείου, επεκτείνοντας την επιρροή του στο χώρο των χαρακτηριστικών, επι-
τρέποντας έτσι την αρµονική συγχώνευση περιπτώσεων που προέρχονται από διαφορετικούς
τοµείς σε επίπεδο χαρακτηριστικών [16]. Η ανάµειξη επεκτείνει την κατανοµή εκπαίδευσης
ενσωµατώνοντας την προηγούµενη γνώση ότι η γραµµική παρεµβολή των διανυσµάτων χα-
ϱακτηριστικών πρέπει να οδηγούν σε γραµµικές παρεµβολές των σχετικών στόχων. Με την
ενσωµάτωση στρατηγικών επαύξησης ϐασισµένων σε χαρακτηριστικά όπως το MixStyle και
το Mixup, οι ερευνητές έχουν προωθήσει τον τοµέα της γενίκευσης πεδίου, εξοπλίζοντας τα
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Κεφάλαιο 3. Σχετική ϐιβλιογραφία µεθόδων γενίκευσης πεδίου σε εικόνες

µοντέλα µε την ικανότητα να αποδίδουν αξιόπιστα σε διάφορους τοµείς χωρίς την ανάγκη
εκτεταµένης εκπαίδευσης σε συγκεκριµένα πεδία.

Σχήµα 3.4: Παράδειγµα εφαρµογής µεθόδου Mixup [14]

3.1.5 Εφαρµογές Βαθιάς Μάθησης

Αρχιτεκτονικές ϐαθιών νευρωνικών δικτύων έχουν υλοποιηθεί και χρησιµοποιηθεί σε
διάφορες εφαρµογές από µέλη του Εργαστηρίου Συστηµάτων Τεχνητής Νοηµοσύνης και
Μάθησης του ΕΜΠ. Ειδικότερα επιβλεπόµενες τεχνικές CNN και CNN-RNN έχουν εφαρµο-
στεί για κατηγοριοποίηση αντικειµένων, στην ιατρική διάγνωση νευροεκφυλιστικών ασθενει-
ών, όπως η νόσος του Πάρκινσον [77, 78, 79, 80, 81] ή η Covid-19 [82, 83, 84, 85, 86],
περιλαµβάνοντας κατάτµηση 2-∆ ή 3-∆ εικόνων [87]. Εµφαση έχει δοθεί στην διαφάνεια
και στην προσαρµογή των µοντέλων [88, 89] αλλά και στην ανάπτυξη πλέον σύνθετων αρ-
χιτεκτονικών, µπαϋεσιανών, µε κάψουλες και αβεβαιότητα [90, 91, 92]. Βαθιές ηµι- και
αυτο-επιβλεπόµενες 3-∆ νευρωνικές αρχιτεκτονικές, αλλά και αρχιτεκτονικές κωδικοποιητή-
αποκωδικοποιητή έχουν εφαρµοστεί στην ανίχνευση ϐλαβών σε πυρηνικούς αντιδραστήρες
[93, 83, 94], στην πρόβλεψη της παραγωγής στον αγροτικό τοµέα [95, 96], και στην α-
ναγνώριση και σύνθεση συναισθήµατος [97, 98, 89, 99]. ΄Αλλες εφαρµόζονται σε προ-
ϐλήµατα αλληλεπίδρασης ανθρώπου-υπολογιστή [100, 101, 102], και ανάλυσης εικόνων
[103, 104, 105, 106, 107, 108, 109].
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Κεφάλαιο 4

Σύνολα ∆εδοµένων

Στο κεφάλαιο αυτό ϑα παρουσιαστούν τα σύνολα δεδοµένων που χρησιµοποιήθηκαν στα
πλαίσια της διπλωµατικής εργασίας και οι διαδικασίες που ακολουθήθηκαν για την

προεπεξεργασία των δεδοµένων εκπαίδευσης.

4.1 ∆εδοµένα Προστάτη

Η πρώτη από τις δύο εφαρµογές που εξετάστηκε το δίκτυο ήταν στην κατάτµηση προστάτη
από εικόνες µαγνητικής τοµογραφίας. Τα δεδοµένα προέρχονται από πολλαπλά σύνολα
δεδοµένων, και αποτελούνται συνολικά από 141 πολυπαραµετρικές έρευνες, δηλαδή ϐελ-
τιωµένες εκδοχές MRI που σκοπεύουν στην καλύτερη οπτικοποίηση του αντικειµένου, οι
περισσότερες από τις οποίες αποτελούν έρευνες Τ2-ϐαρύτητας για προστάτη.

Η τεχνική Τ2 αναφέρεται στην ϱύθµιση του µαγνητικού τοµογράφου για να δώσει έµ-
ϕαση στους χρόνους χαλάρωσης των ιστών. Ως ¨Τ2¨ ορίζεται ο χρόνος που χρειάζονται τα
ενεργοποιηµένα πρωτόνια των ιστών για να επαναευθυγραµµιστούν, αφού ενεργοποιηθούν
από ϱαδιοκύµατα. Ιστοί µε υψηλούς Τ2 χρόνους εµφανίζονται µε σκούρο χρώµα, ενώ οι
ιστοί µε χαµηλούς Τ2 χρόνους εµφανίζονται πιο ϕωτεινοί. Οι εικόνες αυτές είναι εξαιρετικά
χρήσιµες στο να αναγνωρίζουν απαλούς ιστούς και όργανα που διατηρούν υγρές ουσίες και
χρησιµοποιούνται συχνά στην ανίχνευση ανωµαλιών.

Συνολικά για την έρευνα χρησιµοποιήθηκαν 7 διαφορετικά σύνολα δεδοµένων:

• NCI-ISBI-2013: ∆ύο διαφορετικά σύνολα δεδοµένων από τον διαγωνισµό του 2013,
που έγινε από το πρόγραµµα απεικόνισης καρκίνου του Εθνικού Ινστιτούτου Καρκίνου
(NCI) σε συνεργασία µε την ∆ιεθνή Εταιρεία Βιοϊατρικής Απεικόνισης (ISBI). Οι µισές
εικόνες ελήφθησαν σε 1.5Τ (Philips Achieva) µε ενδο-ορθικό πηνίο δέκτη (από το
Ιατρικό κέντρο της Βοστόνης) και οι άλλες µισές σε 3Τ (Siemens TIM) µε επιφανειακό
πηνίο (από το Ιατρικό Κέντρο του Πανεπιστηµίου Radboud Nĳmegen της Ολλανδίας)
[110], [111], [112]. Οι εικόνες, λοιπόν, χωρίζονται ανάλογα την πρόελευση τους για
τις δοκιµές σε OOD εικόνες.

• I2CVB: ΄Ενα σύνολο δεδοµένων από την Πρωτοβουλία για τη Συνεργατική Συγκριτική
Αξιολόγηση της ΄Ορασης Υπολογιστών (Initiative for Collaborative Computer Vision
Benchmarking, I2CVB) [110], [111], [113]. Οι εικόνες ελήφθησαν από έναν 3Τ ανι-
χνευτή Siemens και µε τις ακόλουθες µεθόδους για καλύτερη αντιπροσώπευση:
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– Μαγνητική τοµογραφία µε στάθµιση Τ2 (T2-W).

– Μαγνητική τοµογραφία ενισχυµένης δυναµικής αντίθεσης (DCE).

– Μαγνητική τοµογραφία σταθµισµένης διάχυσης (DWI).

– Φασµατοσκοπική απεικόνιση µαγνητικού συντονισµού (MRSI).

• PROMISE12: Τρία σύνολα δεδοµένων από διαφορετικά ιατρικά κέντρα και διαφορετι-
κές µεθόδους λήψης από τον διαγωνισµό PROMISE12 για την τµηµατοποίηση ιατρικών
εικόνων προστάτη [110], [111], [114].

• Medical Decathlon Dataset: ΄Ενα σύνολο δεδοµένων µε πολυπαραµετρικές έρευνεςς
από τον διαγωνισµό Medical Decathlon Dataset, ο οποίος περιέχει συνολικά 10 δια-
ϕορετικά σύνολα δεδοµένων για διαφορετικά όργανα του ανθρώπινου σώµατος. Το
συγκεκριµένο σύνολο δεδοµένων χρησιµοποιήθηκε για την εκπαίδευση και τον έλεγχο
σε εφαρµογές εντός κατανοµής [115].

Παρατίθενται εικόνες από κάθε dataset για την δίκαιη σύγκριση µεταξύ των εικόνων:

(αʹ) Εικόνα από A-
ISBI

(ϐʹ) Εικόνα από B-
ISBI

(γʹ) Εικόνα από C-
I2CVB

(δʹ) Εικόνα από D-
UCL

(εʹ) Εικόνα από E-BIDMC (ϛʹ) Εικόνα από F-HK (Ϲʹ) Εικόνα από G-Medical Dec.

Σχήµα 4.1: Σύνολο Εικόνων των συνόλων δεδοµένων

4.2 ∆εδοµένα Καρδιάς

Η δεύτερη εφαρµογή πάνω στην οποία εξετάστηκε το δίκτυο ήταν στην αναγνώριση καρ-
διάς από εικόνες µαγνητικής τοµογραφίας. Τα δεδοµένα προέρχονται από το MM (Multi-
Centre, Multi-Vendor and Multi-Disease) cardiac segmentation challenge dataset [116],
και αποτελούνται συνολικά από 100 MRI έρευνες για καρδιά. Το σύνολο δεδοµένων διαθέτει
ποικιλία εικόνων από διαφορετικούς ϕορείς (νοσοκοµεία της Ισπανίας, της Γερµανίας και του
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4.2 ∆εδοµένα Καρδιάς

Καναδά) µε τέσσερα διαφορετικά µηχανήµατα και διαθέτει, επίσης, εικόνες από άτοµα που
πάσχουν από υπερτροφικές και διασταλτικές καρδιοµυοπάθειες. Παρέχονται, επίσης, πέρα
από τις τετραδιάστατες (4D) εικόνες οι τρισδιάστατες εικόνες που αντίστοιχουν στις περίοδους
τελοδιαστολής και τελοσυστολής, τις χρονικές στιγµές, δηλαδή, που η καρδιά έχει τον µέγι-
στο όγκο στην διαστολή και τον ελάχιστο όγκο στην συστολή. Η εκπαίδευση του µοντέλου
έγινε πάνω σε αυτές τις δύο χρονικές στιγµές, καθώς διαθέτουν χρήσιµη πληροφορία για
τις αντλητικές ικανότητες της καρδιάς και για ποικιλία της µορφολογίας του οργάνου κατά
την εκπαίδευση. Η αξιολόγηση της απόδοσης του µοντέλου έγινε πάνω σε παραποιηµένες
µορφές των δεδοµένων και, συγκεκριµένα, πάνω σε :

• Motion: Τυχαία ¨κίνηση¨, που συνήθως εµφανίζεται ϕυσιολογικά σε MRI εικόνες λόγω
της κίνησης των όργανων,

• Spike: Τυχαία spike artifacts, γνωστά και ως Herringbone artifacts, δηµιουργούν
ϱαβδώσεις σε διαφορετικές κατευθύνσεις του χώρου της εικόνας, λόγω των spikes που
δηµιουργούνται στο ηλεκτροµαγνητικό πεδίο του µηχανήµατος,

• Ghosting: Τυχαία µετατόπιση ενός ειδώλου της εικόνας, που συνήθως οφείλεται στην
καρδιακή κίνηση, στην κίνηση του ασθενή κατά την διάρκεια της εξέτασης ή στην ϱοή
του αίµατος,

• Bias Field: Τυχαίες διακυµάνσεις της έντασης της εικόνας που συνήθως οφείλονται
στην ανοµοιογένεια του πεδίου που παράγει το µηχάνηµα MRI

Παρατίθενται παράδειγµα µιας εικόνας από το σύνολο δεδοµένων, καθώς και την µορφή της
τµηµατοποίησης για τις 3 διαφορετικές περιοχές (δεξιά κοιλία, µυοκάρδιο, αριστερή κοιλία):

Σχήµα 4.2: Εικόνα από το σύνολο δεδοµένων Σχήµα 4.3: Κατάτµηση Εικόνας
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Παρατίθενται παραδείγµατα των ϑορυβοποιηµένων µορφών των εικόνων:

(αʹ) Bias Artefact] (ϐʹ) Motion Artefact

(γʹ) Spike Artefact (δʹ) Ghosting Artefact

Σχήµα 4.4: Θορυβοποιήµενες εκδοχές εικόνας

4.3 Προεπεξεργασία ∆εδοµένων

Οι ιατρικές εικόνες, και ειδικότερα οι MRI εικόνες απαιτούν υψηλή προεπεξεργασία,
καθώς διαθέτουν υψηλά επίπεδα ϑορύβου και η αρχική µορφή τους είναι γενικά αρκετά
προβληµατική για την επεξεργασία από τα υπολογιστικά συστήµατα. Συνήθως ερευνούνται
από επαγγελµατίες µε γνώση του πως να επεξεργαστούν και να αναγνωρίσουν τα περιεχόµε-
να, χωρίς να χρειάζεται να χρησιµοποιήσουν κάποιο λογισµικό. Πέρα από τα καθιερωµένα
ϐήµατα που γίνονται στην προεπεξεργασία εικόνων, τα οποία ϑα αναλυθούν στην συνέχεια,
γίνεται χρήση ορισµένων πολύ σηµαντικών αλγορίθµων για την επεξεργασία ιατρικών ει-
κόνων, των οποίων η σηµασία δικαιολογεί να έχουν ξεχωριστό τµήµα σε αυτήν την εργασία.
Οπότε, αρχικά, ϑα µιλήσουµε για τον αλγόριθµο N3 και µετά για τον αλγόριθµο N4, που
αποτελεί την άµεση ϐελτίωση του προηγούµενου και τον αλγόριθµο που χρησιµοποιήθηκε
σε αυτήν την εργασία.

N3 Αλγόριθµος

Λόγω της ϕύσης των MRI εικόνων, δηλαδή ότι τις λαµβάνουµε χρησιµοποιώντας έντονο
µαγνητικό πεδίο (µε τιµές της τάξης των 1.5 και 3Τ), παρουσιάζεται κατά την λήψη τους
µη-οµοιογενής ϑόρυβος χαµηλών συχνοτήτων, ο οποίος είναι γνωστός ως πεδίο µεροληψίας
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(bias field) [117]. Για αυτόν τον λόγο κατά την διαδικασία της προεπεξεργασίας χρειαζόµαστε
έναν αλγόριθµο διόρθωσης αυτού του πεδίου ϑορύβου. Ο N3 αποτελεί έναν µη-παραµετρικό
µη-οµοιόµορφο αλγόριθµο κανονικοποίησης εικόνων και, µέχρι πρόσφατα, αποτελούσε τον
εδρεύοντα αλγόριθµο για την συγκεκριµένη εργασία.Ο αλγόριθµος λειτουργεί υποθέτοντας
ότι οι εικόνες εισόδου είναι της µορφής

u(x) = v(x)f (x) + n(x)

όπου u η αλλοιωµένη εικόνα, v η καθαρή εικόνα, f το πεδίο ϑορύβου µεροληψίας και n ο
ανεξάρτητος Γκαουσιανός ϑόρυβος [117]. Υποθέτοντας ότι έχει γίνει χρήση ενός ϕίλτρου για
να απορρίψουµε τον λευκό ϑόρυβο από την εικόνα, ϑεωρούµε ότι

û(x) = v̂(x) + f̂ (x)

όπου û = log(u). Αναδροµικά ο αλγόριθµος λαµβάνει προσεγγίσεις για το πεδίο µεροληψίας
χρησιµοποιώντας ένα δράστη λείανσης, πιο συγκεκριµένα ένα προσεγγιστή B-spline [117].
Ως ¨spline¨ ορίζεται µια συνάρτηση που εξηγείται ανά µέρη µε πολυωνυµικές συναρτήσεις.
Χρησιµοποιείται στην λείανση των εικόνων, στην παρεµβολή δεδοµένων και στη προσέγγιση
πολύπλοκων σχηµάτων και ταιριάσµατος καµπυλών. Τα συνδεόµενα σηµεία των γραµµικών
συναρτήσεων ονοµάζονται κόµποι (knots). Τα B-Splines αποτελούν την ϐάση των splines και
κάθε spline µπορεί να περιγραφθεί ως γραµµικός συνδυασµός πολλών B-Splines. Πρακτικά,
τα splines αποτελούν έναν συνδυασµό εύκαµπτων µπάντων που ελέγχονται από τα σηµεία
σύνδεσης. Χρησιµοποιώντας, λοιπόν, αυτές τις συναρτήσεις για να προσεγγίσουµε το πεδίο
µεροληψίας, η εικόνα διορθώνεται µε τον παρακάτω αναδροµικό αλγόριθµο:

v̂n = û − f̂ ne = û − S{û − E[û∥ûn−1}

Ανά αναδροµή γίνεται µία εκτίµηση του πεδίου µεροληψίας χρησιµοποιώντας την προσέγγι-
ση του B-Spline της αναµενόµενης τιµής της καθαρής εικόνας, δεδοµένου της εκτίµησης της
προηγούµενης αναδροµής. Η εκτίµηση αυτή αφαιρείται από την αλλοιωµένη εικόνα για να
λάβουµε, εν τέλει, την διορθωµένη [117]. Παρατηρούµε, επίσης, ότι ο αλγόριθµος δουλεύει
µόνο µε την εικόνα εισόδου και την εκτίµηση που κάνει αναδροµικά, δηλαδή δεν χρειάζεται
κάποια πρόωρη γνώση για το πεδίο ούτε για την ίδια την εικόνα που λαµβάνει.
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Σχήµα 4.5: Απεικόνιση του µη-οµογενούς πεδίου στις εικόνες µαγνητικής τοµογραφίας. Η
µορφή του είναι παρόµοια µε ενός ανοµοιόµορφου επιπέδου πάνω στην εικόνα [15]

N4 Αλγόριθµος

Ο N3, λόγω της ευκολίας χρήσης του, έγινε ο πιο διαδεδοµένος αλγόριθµος για την
διόρθωση του πεδίου µεροληψίας και αποδεικνύεται επανειλληµένως ότι ξεπερνάει τους υ-
πόλοιπους αλγορίθµους [15]. ΄Οµως, αυτή η ευρεία χρήση του αλγορίθµου κατέληξε στο να
δηµιουργήσει µία στασιµότητα στον ερευνητικό τοµέα για την εύρεση ϐελτιωµένων αλγορίθ-
µων. Με αφορµή αυτήν την στασιµότητα, έγιναν ορισµένες διορθώσεις και ϐελτιώσεις στα
αναδροµικά τµήµατα του αλγόριθµου και δηµιουργήθηκε ο N4 αλγόριθµος. Οι συγγραφείς
εκτέλεσαν ορισµένες πολύ σηµαντικές αλλαγές στον αναδροµικό αλγόριθµο, ο οποίος,πλέον,
είναι ο εξής :

ûn = ûn−1 − f̂ nr = û
n−1 − S∗{ûn−1 − E[û∥ûn−1}

Η πρώτη σηµαντική αλλαγή είναι η προσέγγιση του αποµείναντος πεδίο ϑορύβου, σε α-
ντίθεση µε την προσέγγιση του συνολικού από τον N3 αλγόριθµο. Η δεύτερη αλλαγή είναι η
αντικατάσταση της αλλοιωµένης εικόνας µε την προσσεγιστικά διορθωµένη σε όλα τα ϐήµατα
του αλγορίθµου, ο οποίος είναι και ο λόγος που υπολογίζεται το αποµείναντα πεδίο, καθώς η
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εικόνα αναδροµικά διορθώνεται όλο και περισσότερο. Η τρίτη και τελευταία αλλαγή είναι η
χρήση ενός ανανεωµένου B-Spline προσεγγιστή, ο οποίος επιτρέπει για µικρότερο απόσταση
στα σηµεία ελέγχου για να ϕιλοξενήσει µεγαλύτερες εντάσεις πεδίου χωρίς την πιθανότητα
αλγοριθµικής αποτυχίας, αποφεύγει την ανάγκη για µια τεχνητή παράµετρο κανονικοποίη-
σης και επιτρέπει τον προσδιορισµό µιας σταθµισµένης περιφερειακής µάσκας για πιθανή
χρήση στο πλαίσιο µιας επαναληπτικής πλαίσιο τµηµατοποίησης. Τα πρόσθετα πλεονε-
κτήµατα περιλαµβάνουν ταχύτερους χρόνους εκτέλεσης λόγω της παραλληλοποίησης του
αλγορίθµου προσέγγισης B-spline και µιας στρατηγικής προσέγγισης πολλαπλών αναλύσε-
ων για ιεραρχική προσαρµογή διαδοχικά υψηλότερων επιπέδων συχνότητας διαµόρφωσης
του πεδίου πόλωσης.

Από τις πειραµατικές διαδικασίες, παρατηρήθηκε ότι η απόδοση του N4 αλγορίθµου
ϐελτιώνονταν όσο αυξανόταν η ένταση του πεδίου και του Γκαουσιανού ϑορύβου, καθώς και
µε την µείωση της απόστασης µεταξύ των συναρτήσεων splines. Οπότε, σε γενικές γραµµές,
ο N4 αποτέλεσε µια σηµαντική ϐελτίωση του N3, καθώς η υποστήριξη προσέγγισης σε πολ-
λαπλές αναλύσεις του πεδίου εικόνας και η ϐελτιωµένη αναδροµική διαδικασία υπολογίζει
πιο αποτελεσµατικά το επίπεδο ϑορύβου και διορθώνει την εξάρτηση του N3 αλγορίθµου
από την τυπική απόκλιση, λόγω της χαοτικής συµπεριφοράς του αναδροµικού αλγόριθµου
(Σχήµα 4.2).

Σχήµα 4.6: Η πρώτη στήλη δίνει δισδιάστατες σαγµατικές όψεις των µεταθανάτιων ιπποκάµπων
σε τρία άτοµα ("r" για τον δεξιό ιππόκαµπο, "l" για τον αριστερό ιππόκαµπο). Η δεύτερη και
η τρίτη στήλη δίνουν τη διορθωµένη εικόνα µε τη χρήση του N3MNI και το αντίστοιχο πεδίο
µεροληψίας, ενώ τα αποτελέσµατα µε τη χρήση του N4ITK παρέχονται στις στήλες 4 και 5 [15].

Rescaling

Η ένταση των εικόνων έγινε επανακλιµάκωση όπως αναφέρεται παρακάτω:

(x − x2)/(x98 − x)

όπου x2 και x98 είναι το 2ο και 98ο εκατοστηµόριο έντασης της κάθε εικόνας και x η
εικόνα. Η διαδικασία της επανακλιµάκωση µας ϐοηθάει στο να διατηρούµε πληροφορία και
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να έχουµε παρόµοια επίπεδα έντασης στις εικόνες, ειδικά στις MRI εικόνες, όπου η ένταση
διαθέτει µεγάλο κοµµάτι της πληροφορίας.

Resizing

΄Ενα σύνηθες ϐήµα στην προεπεξεργασία των εικόνων είναι η αλλαγή µεγέθους. Η αλ-
λαγή µεγέθους συνηθίζεται στις εφαρµογές ϐαθιάς µάθησης που αφορούν εικόνες, καθώς
µας ϐοηθάει στο να ϕέρουµε όλες τις εικόνες σε ένα σταθερό, κοινό µέγεθος και στο να
µειώσουµε το κόστος της εκπαίδευσης. Παράλληλα, αποδεικνύεται πως έχουµε καλύτερη
γενίκευση σε µοντέλα εικόνων, όταν τα δεδοµένα έχουν µικρή ανάλυση. Στην συγκεκριµένη
εφαρµογή η αλλαγή µεγέθους έγινε σε τρισδιάστατο επίπεδο, µεταβάλλοντας τις αποστάσεις
των ογκοστοιχείων και ύστερα περικοπή στις δισδιάστατες εικόνες για να έχουµε σταθερό
µέγεθος. Για τις εικόνες προστάτη, οι εικόνες απέκτησαν µέγεθος 0.627x0.627x3.6mm3

στον τρισδιάστατο χώρο και ύστερα έγινε περικοπή σε µέγεθος 224x224. Για τις καρδιακές
εικόνες, στον τρισδιάστατο χώρο έχουµε µέγεθος 1.367x1.367mm2 και ύστερα περικοπή σε
µέγεθος 192x192 στο κέντρο της εικόνας, καθώς η καρδιά συνηθίζει να ϐρίσκεται στο κέντρο
µιας MRI εικόνας.

Γεωµετρικές και Φωτοµετρικές Μετατροπές

Τέλος, στις εικόνες εφαρµόστηκαν ϕωτοµετρικά ϕίλτρα για τον περιορισµό ορισµένων
συχνοτήτων και την διατήρηση των σηµαντικων συχνότητων για τις µετρήσεις κατά την εκ-
παίδευση του δικτύου, καθώς και γεωµετρικά ϕίλτρα για την αλλαγή του σχήµατος και της
κατεύθυνσης των εικόνων, ώστε να ϐρίσκονται στην απαραίτητη µορφή για χρήση.
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Υλοποίηση

Στο κεφάλαιο αυτό περιγράφονται οι κύριες µέθοδοι που χρησιµοποιήθηκαν στα πλαίσια
της διπλωµατικής εργασίας.

5.1 Επαύξηση ∆εδοµένων

Η επαύξηση δεδοµένων αποτελεί την δηµιουργία νέων δειγµάτων, αλλοιώνοντας τα δεδο-
µένα µε τρόπο που είναι διαφορετικά από τα αρχικά, αλλά διατηρούν την πληροφορία που
περιέχουν [118]. Η µέθοδος είναι αρκετά συνηθισµένη, ειδικά στον τοµέα της επεξεργασίας
εικόνας, και ϐελτιώνει κατά µεγάλο το ϐαθµό την απόδοση των µοντέλων, εφόσον το αρχικό
σύνολο δεδοµένων διαθέτει αντιπροσωπευτικά δείγµατα για την επιθυµητή εφαρµογή και
αρκετή πληροφορία για να ολοκληρωθεί η διαδικασία της εκµάθησης. Στα πλαίσια των πει-
ϱαµάτων έγινε χρήση µεθόδων επαύξησης των δειγµάτων στην είσοδο και µέθοδοι επαύξησης
των χαρακτηριστικών των επιπέδων εντός της αρχιτεκτονικής του µοντέλου.

5.1.1 Μέθοδοι επαύξησης σε επίπεδο εισόδου

Οι πιο συνηθισµένες µέθοδοι στην επαύξηση δεδοµένων αποτελούν απλές αλλαγές στην
εικόνα και την ετικέτα πριν την είσοδο της στο µοντέλο. Ο κύριος σκοπός είναι ο εµπλου-
τισµός του συνόλου δεδοµένων από παραλλαγές των ήδη υπάρχοντων εικόνων, έτσι ώστε το
µοντέλο να εξάγει την σωστή πληροφορία για την λήψη αποφάσεων και να γίνεται πιο στιβαρό
[16]. Οι µέθοδοι αυτές έχουν µεγάλη ποικιλία και το εύρος τους διαθέτει από αρκετά απλές
έως αρκετά περίπλοκες επαυξήσεις.

Αυτές οι µέθοδοι είναι εύκολες στην χρήση και υλοποίηση, όµως δεν συνηθίζεται να
οδηγούν σε µεγάλες ϐελτιώσεις της γενίκευσης ενός µοντέλο για περίπλοκες αρχιτεκτονικές
και εφαρµογές και για αυτό επιλέγονται συνήθως ή πιο αναβαθµισµένες µέθοδοι επαύξησης
ή µέθοδοι επάυξησης στο επίπεδο των χαρακτηριστικών.

PixMix

Στα πλαίσια της διπλωµατικής εργασίας διερευνήθηκε η επίδραση µιας πιο περίπλοκης
επαύξησης δεδοµένων σε εφαρµογές κατάτµησης εικόνων. Η µεθοδολογία PixMix λειτουργεί
αναµειγνύοντας τις εικόνες εισόδου µε εικόνες ϕρακταλ, µε σκοπό την εισαγωγή περίπλοκων
εικόνων [20].
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Σχήµα 5.1: Παραδείγµατα τυπικών µεθόδων επαύξησης δεδοµένων στο επίπεδο της εισόδου
[16], [17], [18], [19]

Οι συγγραφείς υποστηρίζουν ότι οι απλές µέθοδοι επαύξησης δεδοµένων αποφεύγουν να
δηµιουργήσουν δοµικά περίπλοκες εικόνες. Παράλληλα, παρατηρείται συνήθως ότι η ϐελ-
τιστοποίηση µιας εφαρµογής µε µια συγκεκριµένη µέθοδο για κάποια µετρικής ασφαλείας
συνήθως έρχεται εις ϐάρος άλλων µετρικών [20]. Για αυτόν τον λόγο, πειραµατίστηκαν µε την
εισαγωγή δοµικής πολυπλοκότητας µέσω ανάµειξης µε εικόνες ϕρακταλ, ώστε να αποφαν-
ϑούν εάν είναι εφικτό να υπάρξει µέθοδος επαύξησης δεδοµένων που ϐελτιώνει πολλαπλές
µετρικές.

Η ανάµειξη έγινε εκτελώντας αριθµητικές πράξεις µεταξύ των εικόνων εισόδου και α-
νάµειξης, αναφορικά προσθετικές και πολλαπλασιαστικές µε τον γεωµετρικό µέσο, πολλα-
πλές ϕορές και σε συγκεκριµένη ένταση που καθορίζεται από εκθετικά ϐάρη και µια ϐήτα
υπερπαράµετρο.

Σχήµα 5.2: Η διαδικασία της επαύξησης δεδοµένων PixMix. [20]
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Τα πειράµατα ήταν ϑετικά και αποδείχτηκε ότι η επαύξηση δεδοµένων έχει καλά απο-
τελέσµατα σε πολλαπλές µετρικές ασφαλείας, καθώς και στην OOD απόδοση των µοντέλων
[20]. Η εισαγωγή, λοιπόν, εσωτερικής πολυπλοκότητας ϐελτιώνει την απόδοση των µοντέλων
και η διαφοροποίηση που παρέχουν οι εικόνες ϕράκταλ ϐελτιώνει την απόδοση των µετρικών,
χωρίς να είναι εις ϐάρος άλλων µετρικών.

5.1.2 Μέθοδοι επαύξησης σε επίπεδο χαρακτηριστικών

Πρόσφατες έρευνες έχουν δείξει ότι οι µέθοδοι επαύξησης δεδοµένων στο επίπεδο της
εισόδου εν τέλει δεν οδηγούν τα µοντέλα ϐαθιάς µηχανικής µάθησης σε καλή γενίκευση
[23], [119]. Οι σύγχρονες µέθοδοι για να καταπολεµήσουν αυτό το πρόβληµα υλοποιούν
επαύξηση δεδοµένων στα χαρακτηριστικά που παράγονται από τα ενδιάµεσα επίπεδα ενός
µοντέλου, µε σκοπό να ϐελτιωθεί η στιβαρότητα και η ικανότητα γενίκευσης. Στα πρόβλη-
µατα κατάτµησης εικόνας, όµως, δεν γινόταν χρήση τέτοιων µεθόδων επαύξησης, καθώς
υπάρχει ο κίνδυνος να αλλοιωθεί το σηµασιολογικό περιεχόµενο της εικόνας και να µην εκ-
παιδευτεί σωστά το µοντέλο [119]. Τα τελευταία χρόνια έχουν υλοποιηθεί µέθοδοι οι οποίες
επιτυχώς αλλάζουν τα χαρακτηριστικά µε τρόπο τέτοιο ώστε να διατηρείται το σηµασιολογικό
περιεχόµενο.

MixStyle

Η µέθοδος MixStyle είναι η πρώτη από αυτές τις µεθόδους που διερευνήθηκε στα πλα-
ίσια της διπλωµατικής εργασίας. Η µέθοδος εκτελεί επαύξηση δεδοµένων διατηρώντας το
σηµασιολογικό περιεχόµενο των εικόνων, αναµειγνύοντας τα διαφορετικά οπτικά στυλ στο
επίπεδο των χαρακτηριστικών [21]. Πρόσφατες έρευνες πάνω στην µεταφορά στυλ έχουν
δείξει πως πληροφορίες για την µορφή µιας εικόνας διατηρούνται στα αρχικά επίπεδα ενός
συνελικτικού νευρωνικού δικτύου στην µορφή των στατιστικών των χαρακτηριστικών [21].
Οι συγγραφείς υποστηρίζουν η ανάµειξη των στατιστικών διαφορετικών εικόνων ϑα οδηγήσει
στην δηµιουργία νέων στυλ, αυξάνοντας, έτσι, την ποικιλοµορφία των δεδοµένων κατά την
εκπαίδευση, χωρίς την δηµιουργία νέων εικόνων, αλλά µε την αλλαγή των χαρακτηριστικών
[21].

Η µέθοδος MixStyle εφαρµόζεται µε λειτουργία plug-and-play και τοποθετείται ανάµεσα
στα επίπεδα ενός δικτύου, αξιοποιώντας συνήθως τεχνικές mini-batching. Οι παρτίδες ει-
σόδου δηµιουργούνται είτε αναµειγνύοντας δείγµατα από διαφορετικά πεδία όταν γνωρίζου-
µε το που κατατάσσονται είτε κάνοντας τυχαία δειγµατοληψία από το σύνολο εκπαίδευσης
[21]. Οι εικόνες δεν χρειάζεται απαραίτητα να είναι απο διαφορετικές κατανοµές, καθώς
ακόµα και µέσα σε ένα πεδίο υπάρχουν υποπεδία οπότε και µε δείγµατα από το ίδιο πεδίο
µπορούν να δηµιουργηθούν καινούργια. Για κάθε παρτίδα x δηµιουργείται µια παρτίδα
αναφοράς x̂, όπου η παρτίδα αναφοράς λαµβάνεται κάνοντας ανακάτεµα στην διάσταση της
παρτίδας x τυχαία είτε ανάλογα µε το πεδίο. Μετά το ανακάτεµα υπολογίζονται τα καινούρ-
για στατιστικά των χαρακτηριστικών ως εξής :

γmix = λσ(x) + (1 − λ)σ(x̂),
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�mix = λµ(x) + (1 − λ)µ(x̂)

όπου σ(x), µ(x) η τυπική απόκλιση και η µέση τιµή της παρτίδας αντίστοιχα, λ ∈ R είναι
ϐάρη για κάθε ξεχωριστή περίπτωση που λαµβάνονται από µία κατανοµή ϐήτα, δηλαδή
λ ∼ Beta(a, a), όπου α ∈ (0,∞) και α υπερπαράµετρος [21]. Αφού υπολογιστούν τα νέα
στατιστικά, δηµιουργείται καινούργιο στυλ ϐάσει της παρακάτω εξίσωσης :

MixStyle(x) = γmix
x − µ(x)
σ(x)

+ �mix

Σχήµα 5.3: Η µορφή της ανάµειξης εικόνων µέσα σε µία παρτίδα. Ακόµα και εικόνες της ίδιας
παρτίδας µπορούν να οδηγήσουν σε καινούργια στυλ µε αρκετές επαναλήψεις [21]

DSU

Η µέθοδος DSU (Domain Shifts with Uncertainty) αποτελεί µία πρόσφατη µέθοδο επα-
ύξησης δεδοµένων, η οποία ασχολείται κυρίως µε την αντιµετώπιση της αβεβαιότητας που
υπάρχει στα στατιστικά των χαρακτηριστικών [22]. Οι συγγραφείς υποστηρίζουν ότι οι πε-
ϱισσότερες σύγχρονες µέθοδοι δεν λαµβάνουν υπόψιν τις τυχαίες αποκλίσεις που υπάρχουν
στα πεδία των χαρακτηριστικών, µε αποτέλεσµα να υπάρχει υπερπροσαρµογή στο πεδίο της
εκπαίδευσης [22]. Η µοντελοποίηση αυτής της αβεβαιότητας ϑα οδηγούσε στην µεγαλύτερη
ποικιλοµορφία των πεδίων εκπαίδευσης και την αύξηση στιβαρότητας των µοντέλων ϐαθιάς
µάθησης .

Η µέθοδος DSU, λοιπόν, µοντελοποιεί τα στατιστικά των χαρακτηριστικών ως πολυδι-
άστατες Γκαουσιανές κατανοµές, δηλαδή µε την υπόθεση ότι η µέση τιµή και η τυπική
απόκλιση ακολουθούν κατανοµές του τύπου N(µ,Σ2

µ) και N(σ,Σ2
σ). Αποτελεί plug-and-play

µέθοδο, όπως και το MixStyle, και τοποθετείται ενδιαµέσου των επιπέδων ενός δικτύου [22].
Το κέντρο της κατανοµής τοποθετείται στην αρχική τιµή και µε απόκλιση δηµιουργούνται οι
στατιστικές αποκλίσεις. Η τυπική απόκλιση των κατανοµών και, κατέπέκταση, η αβεβαιότητα
των στατιστικών υπολογίζεται ως εξής :

Σ2
µ =

1
B

B∑
b=1

(µ(x) − E[µ(x)])2,

Σ2
σ =

1
B

B∑
b=1

(σ(x) − E[σ(x)])2

Ο υπολογισµός ϐασίζεται σε έρευνες που υποστηρίζουν ότι οι αποκλίσεις µεταξύ των χαρακτη-
ϱιστικών περιέχουν έµµεση σηµασιολογική σηµασία και ότι οι κατευθύνσεις µε µεγαλύτερες
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αποκλίσεις µπορούν να υποδηλώνουν δυνατότητες πιο πολύτιµων σηµασιολογικών αλλαγών
[22]. Αφού υπολογιστούν οι κατανοµές, υπολογίζονται η καινούργια µέση τιµή και τυπική
απόκλιση, ως εξής :

γmix = σ(x) + ϸσΣσ , ϸσ ∼ N(0,1),

�mix = µ(x) + ϸµΣµ, ϸµ ∼ N(0,1).

΄Οπως και στην µέθοδο MixStyle, η τελική επαύξηση υπολογίζεται µε την µετατροπή των
χαρακτηριστικών:

DSU (x) = γmix
x − µ(x)
σ(x)

+ �mix

Σχήµα 5.4: Η διαδικασία επαύξησης µε χρήση µοντελοποίησης των στατιστικών ως πολυδι-
άστατες Γκαουσιανές κατανοµές [22]

MaxStyle

Η µέθοδος MaxStyle αποτελεί την πιο σύγχρονη µέθοδο που δοκιµάστηκε στα πλαίσια
της διπλωµατικής εργασίας, η οποία χρησιµοποιεί µια ϐοηθητική αρχιτεκτονική αποκωδι-
κοποιητή για να παράγει ανταγωνιστικά καινούργια στυλ εικόνων [23]. Αποτελεί ϐελτίωση
του MixStyle και σκοπεύει στο να επιλύσει ορισµένα προβλήµατα που παρουσιάζει, τα οποία
σύµφωνα µε τους συγγραφείς είναι τα εξής :

• ∆υσκολίες στην οπτικοποίηση και ερµηνεία των επαυξηµένων χαρακτηριστικών σε
χώρους υψηλών διαστάσεων

• Περιορισµένη ποικιλία των οπτικών στυλ λόγω χρήσης γραµµικής παρεµβολής

• Υποβέλτιστη επίδραση στην στιβαρότητα του µοντέλου καθώς δεν λαµβάνεται υπόψιν η
ευαισθησία των µοντέλων σε προβλήµατα υπερπροσαρµογής

Η κύρια ιδέα της µεθόδου είναι η χρήση ενός υποβοηθητικού αποκωδικοποιητή σε συνδυα-
σµό µε την αρχιτεκτονική κωδικοποιητή-αποκωδικοποιητή, πάνω στον οποίο εφαρµόζεται η

∆ιπλωµατική Εργασία 51



Κεφάλαιο 5. Υλοποίηση

επαύξηση δεδοµένων MixStyle και ο σκοπός του είναι να παράξει τις επαυξηµένες εικόνες
και να αναπαράγει την αρχική εικόνα [23]. Το σφάλµα αναπαραγωγής τροφοδοτείται στον
αρχικό κωδικοποιητή και οδηγεί σε ϐελτιωµένη στιβαρότητα για OOD δεδοµένα. Σε συνδυα-
σµό µε αυτό τον αποκωδικοποιητή, η µέθοδος MaxStyle προσθέτει ϑόρυβο για να µεγαλώσει
τον χώρο των οπτικών στυλ που δηµιουργούνται και αξιοποιεί ανταγωνιστική εκπαίδευση για
την εύρεση ϐέλτιστων γραµµικών συντελεστών για την επαύξηση δεδοµένων και ϐέλτιστων
συντελεστών για την πρόσθεση του ϑορύβου [23]. ∆εδοµένου ότι f είναι τα χαρακτηριστικά σε
ένα επίπεδο του ενός συνελικτικού νευρωνικού δικτύου στον αποκωδικοποιητή Dφ, µε την
εικόνα x ως είσοδο, η µέθοδος MaxStyle εκτελεί επαύξηση δεδοµένων ως εξής :

MaxStyle(f ) = (γmix + Σγϸγ) ⊙ fnormalized + (�mix + Σ�ϸ�),

όπου γmix , �mix τα στυλ ανάµειξης και Σγϸγ ,Σ�ϸ� ο ϑόρυβος που προστίθεται για προσοµοίωση
των µεταβάσεων πεδίων. Για να ϐρίσκεται ο ϑόρυβος σε λογικά πλαίσια, δειγµατοληπτείται
από µία Γκαουσιανή κατανοµή µε παράγοντες Σ� και Σγ , δηλαδή διακυµάνσεις που λαµ-
ϐάνονται από τα στατιστικά µίας παρτίδας i. Οι διακυµάνσεις λαµβάνονται ως εξής :

Σγ = σ
2({σ(fi)},Σ� = σ2({µ(fi))}, ϸγ , ϸ� ∼ N(0,1)

Το ανταγωνιστικό κοµµάτι της εκπαίδευσης γίνεται µεταβάλλοντας τους παράγοντες ϸγ , ϸ�, λmix ,
µεγιστοποιώντας το σφάλµα κατάτµησης µε κλίση ανόδου, έτσι ώστε η συνθετική εικόνα να
παράξει λανθασµένη πρόβλεψη. Η κλίση ανόδου γίνεται ως εξής :

ϸγ ← ϸγ + α∇ϸγLseg(p̂, y), ϸ� ← ϸ� + α∇ϸ�Lseg(p̂, y), Clip[0,1](λmix ← λmix + α∇ϸλLseg(p̂, y)),

ανανεώνοντας τις τιµές για τον ϑόρυβο και τον παράγοντα ανάµειξης που χρησιµοποείται
από την µέθοδο MixStyle. Για την εκπαίδευση χρησιµοποιείται και η αρχική εικόνα και η
επαυξηµένη, µε σκοπό να ελαχιστοποιηθούν τα σφάλµατα κατάτµησης και ανακατασκευής
εικόνας [23]. ΄Ετσι, οδηγούµαστε σε µία πιο στιβαρή εκπαίδευση και σε καλύτερο απότελεσµα
απόδοσης σε άγνωστα πεδία δεδοµένων.
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5.1.2 Μέθοδοι επαύξησης σε επίπεδο χαρακτηριστικών

Σχήµα 5.5: Αριστερά: Η αρχιτεκτονική MaxStyle. Ο υποβοηθητικός αποκωδικοποιητής αλ-
λάζει τις παραµέτρους MixStyle στο εσωτερικό της κύριας αρχιτεκτονικής, οδηγώντας σε και-
νούργια στυλ. ∆εξιά : Εικόνα Εισόδου και Επαυξηµένη Εικόνα. Από την συσχέτιση των παρα-
γώγων παρατηρούµε την διατήρηση του σηµασιολογικού περιεχοµένου [23].
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Κεφάλαιο 6

Παρουσίαση και Σχολιασµός Πειραµατικών Α-

ποτελεσµάτων

6.1 Μετρικές Αξιολόγησης

Για τον υπολογισµό των µετρικών έγινε χρήση του µέσου Sørensen–Dice coefficient, το
οποίο µας δείχνει το πόσο δύο εικόνες µοιάζουν ανά εικονοστοχείο η µία µε την άλλη, πάνω
σε κάθε σύνολο δεδοµένων [120]. Το dice score για δύο σύνολα X ,Y υπολογίζεται ως εξής :

Dice score =
2 · |X ∩ Y |
|X | + |Y |

(6.1)

που για εικόνες η τοµή είναι τα κοινά εικονοστοιχεία.

6.2 Μεθοδολογία Ελέγχου

Για την χρήση του εργαλείου µπορούµε να ελέγξουµε τις εξής υπερπαραµέτρους :

• Severity: Η ένταση µε την οποία ϑα εκτελεστούν οι αναµείξεις που έχουν επιλεχθεί,

• Probability: Η πιθανότητα µε την οποία επιλέγεται να γίνει augment η εικόνα ή να γίνει
µίξη µε κάποια εικόνα από το σύνολο εικόνων ανάµειξης ή µε την ίδια την επαυξηµένη
εικόνα,

• Rounds: Το πλήθος των αναµείξεων που ϑα εφαρµοστούν σε µία εικόνα.

Καθώς το PixMix χρησιµοποιείται κυρίως για classification tasks, οι προεπιλεγµένες
υπερπαράµετροι είναι αρκετά υπερσυντονισµένες για µια εργασία τµηµατοποίησης, οπότε
για την συγκεκριµένη εφαρµογή ϑέσαµε την πιθανότητα στο 0.5, την ένταση στο 0.5, και το
πλήθος σε ένα µε τρία, επιλεγµένο τυχαία. Παράλληλα, παρατηρήθηκε πως η υψηλού ϐαθ-
µού εφαρµογή του συστήµατος οδηγούσε σε πτώση της απόδοσης, λόγω του ότι ο ϐοηθητικός
κωδικοποιητής δεν µπορούσε να αντιληφθεί την σωστή πληφοροία. Οπότε, για να αυξηθεί
η στιβαρότητα του δικτύου, καθώς και η ποικιλία των δεδοµένων κατά την εκπαίδευση, η
συνολική διαδικασία PixMix εκτελούνταν για µία παρτίδα µε πιθανότητα 0.3, ενώ µε πιθα-
νότητα 0.7 οι εικόνες εισάγονται στο δίκτυο µε απλή διαταραχή ϑορύβου στυλ για αποφυγή
της υπερπροσαρµογής.
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Κεφάλαιο 6. Παρουσίαση και Σχολιασµός Πειραµατικών Αποτελεσµάτων

6.3 Αποτέλεσµατα στα δεδοµένα προστάτη

Η εκπαίδευση έγινε για 600 εποχές µε µέγεθος παρτίδας ίσο µε 20 για την αρχιτεκτονική
FCN-16 και ίσο µε 15 για την αρχιτεκτονική FCN-64. Στα παρακάτω πινακάκια παρουσι-
άζουµε τα αποτέλεσµατα των πειραµάτων για τις πολλαπλές µεθόδους επαύξησεις δεδοµένων
στις δύο αρχιτεκτονικές. Με µαύρα γράµµατα εµφανίζεται η µέθοδος µε καλύτερη απόδοση
σε κάθε σύνολο δεδοµένων:

Datasets OOD IID

A B C D E F G

Baseline 0.8795 0.7552 0.7766 0.7678 0.2952 0.242 0.838

MixStyle 0.875 0.6934 0.8002 0.7335 0.4313 0.4076 0.8449

DSU 0.8821 0.5438 0.8154 0.8405 0.5856 0.6403 0.8311

MaxStyle 0.8966 0.8186 0.8219 0.8337 0.528 0.7145 0.8549

MaxStyle w/PixMix 0.8958 0.8387 0.8239 0.8542 0.6461 0.6455 0.8636

Πίνακας 6.1: Πίνακας σύγκρισης µεθόδων για adversarial network στα δεδοµένα προστάτη
σε αρχιτεκτονική FCN-16

Datasets OOD IID

A B C D E F G

Baseline 0.9035 0.6785 0.7929 0.7914 0.4574 0.6085 0.8363

MixStyle 0.9108 0.6889 0.8258 0.8243 0.438 0.5538 0.8725

MaxStyle 0.905 0.8039 0.8448 0.8603 0.4577 0.5599 0.8803

MaxStyle w/PixMix 0.9072 0.8619 0.8567 0.8847 0.7523 0.7723 0.8635

Πίνακας 6.2: Πίνακας σύγκρισης µεθόδων για adversarial network στα δεδοµένα προστάτη
σε αρχιτεκτονική FCN-64

Και για τις δύο αρχιτεκτονικές η πρόσθεση της µεθόδου PixMix είχε ϑετικά αποτελέσµατα,
ξεπερνώντας το προηγούµενο µοντέλο. Επίσης, είχε µεγάλη αύξηση της τάξης του 10% για
την OOD απόδοση στην αρχιτεκτονική FCN-64. Από τις δύο αρχιτεκτονικές την καλύτερη
απόδοση παρουσίασε η FCN-64, παρά το γεγονός ότι οι αρχικές µέθοδοι δεν ϐελτίωσαν πολύ
το µέσο dice score.

6.4 Αποτέλεσµατα στα δεδοµένα καρδιάς

Η εκπαίδευση έγινε για 600 εποχές µε µέγεθος παρτίδας ίσο µε 15 για την αρχιτεκτονική
FCN-16. Στα παρακάτω πινακάκια παρουσιάζουµε τα αποτέλεσµατα των πειραµάτων για τις
πολλαπλές µεθόδους επαύξησεις δεδοµένων. Με µαύρα γράµµατα εµφανίζεται η µέθοδος
µε καλύτερη απόδοση σε κάθε σύνολο δεδοµένων. Η απόδοση στην συγκεκριµένη εφαρµογή
αφορά την στιβαρότητα του µοντέλου προς τα διάφορα τεχνουργήµατα που αναφέραµε σε
προηγούµενο κεφάλαιο.
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6.4 Αποτέλεσµατα στα δεδοµένα καρδιάς

Datasets Corruption

RandomBias RandomSpike RandomMotion RandomGhosting

Baseline 0.9199 0.01 0.9158 0.9111

MaxStyle 0.9151 0.5792 0.9183 0.91

MaxStyle w/PixMix 0.9189 0.6251 0.9161 0.9088

Πίνακας 6.3: Πίνακας σύγκρισης µεθόδων για adversarial network στα δεδοµένα καρδιάς σε
αρχιτεκτονική FCN-16 για την αριστερή κοιλία

Datasets Corruption

RandomBias RandomSpike RandomMotion RandomGhosting

Baseline 0.855 0.01 0.8359 0.8373

MaxStyle 0.8492 0.4835 0.8418 0.8364

MaxStyle w/PixMix 0.8482 0.495 0.8388 0.8336

Πίνακας 6.4: Πίνακας σύγκρισης µεθόδων για adversarial network στα δεδοµένα καρδιάς σε
αρχιτεκτονική FCN-16 για το µυοκάρδιο

Datasets Corruption

RandomBias RandomSpike RandomMotion RandomGhosting

Baseline 0.8317 0.01 0.8279 0.8162

MaxStyle 0.8319 0.4492 0.8387 0.8266

MaxStyle w/PixMix 0.8342 0.5098 0.8297 0.8027

Πίνακας 6.5: Πίνακας σύγκρισης µεθόδων για adversarial network στα δεδοµένα καρδιάς σε
αρχιτεκτονική FCN-16 για την δεξιά κοιλία

Παρατηρούµε ότι η κύρια ϐελτίωση είναι στο RandomSpike σύνολο δεδοµένων, ενώ τα
υπόλοιπα τεχνουργήµατα παραµένουν σε απόδοση ίδιας τάξης.
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Μέρος III

Επίλογος
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Κεφάλαιο 7

Επίλογος

7.1 Συµπεράσµατα

Σε µεθόδους όπου τα δεδοµένα είναι λιγοστά, η ανταγωνιστική µάθηση συµβάλλει σε µε-
γάλο ϐαθµό στην αποφυγή της υπερπροσαρµογής του µοντέλου και στην καλύτερη γενίκευ-
ση χρησιµοποιώντας ανταγωνιστικά παραδείγµατα για να υπολειτουργήσει το µοντέλο σε
εικόνες που παρουσιάζουν την ίδια σηµασιολογική πληροφορία. ΄Οµως, διαθέτει το πρόβλη-
µα ότι είναι χρονοβόρα και κοστοβόρα, καθώς χρειάζεται εκπαίδευση πολλών εποχών για
να συγκλίνει τα ανταγωνιστικά στυλ των παραγόµενων εικόνων και επειδή το επιπρόσθετο
σύστηµα καταναλώνει αρκετή µνήµη.

Παράλληλα, η επίδραση των µεθόδων επαύξησεις δεδοµένων στο επίπεδο των χαρακτηρι-
στικών οδηγούν σε µεγάλη ϐελτίωση, καθώς επιτρέπουν την άµεση επίδραση πάνω στο στυλ
µιας εικόνας από τα µεγέθη µε τα οποία αυτό αντιλαµβάνεται την πληροφορία. Η πρόσθηκη
περίπλοκων επαυξήσεων δεδοµένων µπορεί να οδηγήσει σε καλύτερα αποτέλεσµατα, κα-
ϑώς εκµεταλλεύεται ταυτόχρονα την εκµάθηση σε διαφορετικά πεδία, µέσω των ίδιων των
µετασχηµατισµών που εκτελούνται πάνω στις εικόνες, και την δηµιουργία ανταγωνιστικών
παραδειγµάτων από τις ίδιες τις επαυξήσεις µέσω του ϐοηθητικού αποκωδικοποιητή. ΄Ετσι,
η επαύξηση µπορεί ταυτόχρονα να επωφελήσει σε µεγάλο ϐαθµό το δίκτυο που εκτελεί την
κεντρική εφαρµογή και το σύστηµα ανταγωνιστικής µάθησης στο να αλλάξει τις παραµέτρους
για πιο ανταγωνιστικά στυλ.

΄Οµως, η µεγάλη εφαρµογή της επαύξησης µπορεί να οδηγήσει σε προβλήµατα εκπαίδευ-
σης και στην παραγωγή παραδειγµάτων που δεν διατηρούν το σηµασιολογικό περιεχόµενο,
γεγονός που ϑέλουµε να αποφύγουµε. Για αυτό, εφαρµόζοντας την µε έναν µετριασµένο
τρόπο, ώστε να µην επηρεάσει σε µεγάλο ϐαθµό το ανταγωνιστικό κοµµάτι της εκπαίδευσης,
µπορεί ένα σύστηµα να επωφεληθεί από την δηµιουργία καλύτερων, πιο περίπλοκων επαυ-
ξηµένων εικόνων, χωρίς κόστος στον χρόνο εκπαίδευσης και στους πόρους που χρειάζονται
και να οδηγηθεί σε καλύτερη γενίκευση. Αυτός είναι ο απώτερος σκοπός για να µπορούν
τέτοια εργαλεία να εφαρµοστούν σε πρακτικό επίπεδο.

7.2 Μελλοντικές Επεκτάσεις

Το σύστηµα που αναπτύχθηκε στα πλαίσια αυτής της διπλωµατικής εργασίας ϑα µπο-
ϱούσε να ϐελτιωθεί και να επεκταθεί περαιτέρω, τουλάχιστον ως προς τρεις κατευθύνσεις.
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Κεφάλαιο 7. Επίλογος

Συγκεκριµένα, αναφέρονται τα ακόλουθα:

• Χρήση της επαύξησης σε πιο περίπλοκες αρχιτεκτονικές. Το συνολικό µοντέλο ε-
παύξησης µπορεί να λειτουργήσει ως ϐοηθητικό σε κάποια αρχιτεκτονική που δεν
ενσωµατώνει µε τέτοιο ευκολία τον ϐοηθητικό κωδικοποιητή. Για παράδειγµα, ϑα
µπορούσε να λειτουργήσει ως εργαλείο επαύξησης ενός συνόλου δεδοµένων µε το ο-
ποίο ϑα εκπαιδευτεί ένας Vision Transformer. Στόχος εδώ είναι να εκπαίδευσουµε το
σύστηµα παραγωγής επαυξηµένων εικόνων όσον το δυνατό καλύτερο σε ένα υποσύνολο
του κεντρικού, και να το χρησιµοποιήσουµε για να επαυξήσουµε την διαδικασία προ-
σαρµογής µιας αρχιτεκτονικής που διαθέτει µεγαλύτερες δυνατότητες επεξεργασίας
εικόνων.

• Χρήση πολλαπλών µεθόδων επαύξησης δεδοµένων ταυτόχρονα. Αξίζει να εξεταστεί το
πως ο συνδυασµός πολλών διαφορετικών, σύγχρονων µεθόδων µπορεί να οδηγήσει στην
προσέγγιση περισσότερων άγνωστων πεδίων, για να είναι όσον το δυνατόν καλύτερη η
γενίκευση του µοντέλου.

• Αξιολόγηση του συστήµατος σε διαφορετική εφαρµογή. Θα ήταν ϕρόνιµο να ελεγχθούν
τα συµπεράσµατα της εργασίας σε ένα µεγαλύτερης κλίµακας σύνολο δεδοµένων, όπως
σύνολα δεδοµένων αυτόνοµης οδήγησης ή σε γενικές εφαρµογές ταξινοµήσης, για να
διερευνηθούν καλύτερα οι δυνατότητες της αρχιτεκτονικής.

• Εφαρµογή του συστήµατος σε ϱεαλιστικές συνθήκες. Σηµαντικό κοµµάτι της διαδι-
κασίας δηµιουργίας ενός πρακτικού εργαλείου είναι η συνεργασία µε τους ειδικούς.
Ιδανικό ϑα ήταν να υπάρξει µία συνεργασία µε γιατρούς και να διερευνηθεί το κατά
πόσο το εργαλείο στην µορφή που ϐρίσκεται τώρα είναι χρήσιµο και τι παραπάνω ϑα
χρειαζόταν για να είναι εφαρµόσιµο.
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Παραρτήµατα
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Παράρτηµα Αʹ

∆ιαγράµµατα Μοντέλων

Στο κεφάλαιο αυτό παρουσιάζονται µε µεγαλύτερη λεπτοµέρεια σε διαγραµµατική µορφή
οι αρχιτεκτονικές που χρησιµοποιήθηκαν στο πειραµαατικό µέρος.

Αʹ.1 Βασική Αρχιτεκτονική

Η ϐασική αρχιτεκτονική κωδικοποιητή-αποκωδικοποιητή. Οι δύο αρχιτεκτονικές (FCN-
16, FCN-64) διαφοροποιούνται στο πλήθος των χαρακτηριστικών. Η δεύτερη αρχιτεκτονική
διαθέτει τέσσερις ϕορές παραπάνω παραµέτρους για την ανάλυση. Κάθε µέρος διαθέτει πέντε
επίπεδα.

Σχήµα Αʹ.1: Βασική αρχικτεκονική κωδικοποιητή-αποκωδικοποιητή

Αʹ.2 MixStyle

Η αρχιτεκτονική MixStyle. Τα blocks MixStyle εισάγονται ενδιαµέσου των τριών πρώτων
επιπέδων, καθώς εκεί ϐρίσκεται η πληφορορία για το στυλ των εικόνων και για τα πεδία.

Σχήµα Αʹ.2: Αρχιτεκτονική µε εισαγωγή MixStyle blocks στα αρχικά επίπεδα για επαύξηση
των χαρτών χαρακτηριστικών
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Παράρτηµα Αʹ. ∆ιαγράµµατα Μοντέλων

Αʹ.3 DSU

Η αρχιτεκτονική DSU. Τα blocks DSU λειτουργούν παρόµοια µε την αρχιτεκτονική
MixStyle, όµως µοντελοποιούν τα χαρακτηριστικά, δηλαδή την µέση τιµή και την διακύµαν-
ση, ως πολυδιάστατες γκαουσιανές κατανοµές.

Σχήµα Αʹ.3: Αρχιτεκτονική µε εισαγωγή DSU blocks στα αρχικά επίπεδα για επαύξηση των
χαρτών χαρακτηριστικών

Αʹ.4 MaxStyle

Η αρχιτεκτονική MaxStyle. Τα επίπεδα MaxStyle τοποθετούνται τα τελευταία επίπεδα του
αποκωδικοποιητή για πιο ποιοτική επαύξηση των εικόνων της παρτίδας. Οι παράµετροι µίξης
αναβαθµίζονται ϐάσει της µεγιστοποίησης του σφάλµατος κατάτµησης και ο υποβοηθητικός
αποκωδικοποιητής εκπαίδευεται ϐάσει του σφάλµατος ανακατασκευής.

Σχήµα Αʹ.4: Αρχιτεκτονική µε εισαγωγή MaxStyle blocks στα αρχικά επίπεδα για επαύξηση
των χαρτών χαρακτηριστικών. Ο ϐοηθητικός αποκωδικοποιτής και τα σφάλµατα ϕαίνονται
από κάτω.

Αʹ.5 MaxStyle /w Pixmix

Η συνολική αρχιτεκτονική. Προσθετικά πάνω στην αρχικτετονική τοποθετούµε την επα-
ύξηση PixMix. Η επαύξηση εφαρµόζεται µε πιθανότητα 30% σε ολόκληρη την παρτίδα για
να µπορεί να επωφεληθεί ο ϐοηθητικός αποκωδικοποιητής από την µίξη µεταξύ των εικόνων.
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Αʹ.5 MaxStyle /w Pixmix

Σχήµα Αʹ.5: Αρχιτεκτονική µε εισαγωγή MaxStyle blocks στα αρχικά επίπεδα για επαύξηση
των χαρτών χαρακτηριστικών και επαύξηση δεδοµένων στο επίπεδο εισόδου PixMix
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Συντοµογραφίες - Αρκτικόλεξα - Ακρωνύµια

ϐλπ ϐλέπε
κ.λπ. και λοιπά
κ.ο.κ και ούτω καθεξής
OOD Out-of-Domain
ID Intra Domain
MRI Magnetic Resonance Imaging
CNN Convolutional Neural Network
FCN Fully Convolutional Network
FTN Fast Thinking Network
STN Slow Thinking Network
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Απόδοση ξενόγλωσσων όρων

Απόδοση Ξενόγλωσσος όρος
γενίκευση πεδίου domain generalization
προσαρµογή πεδίου domain adaptation
µεταφορά στυλ style transfer
παρτίδα batch
επαύξηση δεδοµένων data augmentation
επαύξηση χαρακτηριστικών feature augmentation
ανταγωνιστική εκµάθηση adversarial training
κατάτµηση εικόνων image segmentation
κατάτµηση περιπτώσεων instance segmentation
σηµασιολογική κατάτµηση semantic segmentation
εκµάθηση µεταφοράς transfer learning
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