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Περίληψη

Η µακροπρόθεσµη πρόβλεψη της τιµής του Bitcoin αποτελεί πρόκληση λόγω της α-
στάθειας της τιµής και της συσχέτισης της µεγάλο αριθµό παραγόντων. Παρατηρούµε ότι
υπάρχει κενό στη ϐιβλιογραφία σχετικά µε αυτό το ϑέµα. Η συγκεκριµένη εργασία εξετάζει
την αποτελεσµατικότητα των µοντέλων µετασχηµατιστών και πιο συγκεκριµένα του µοντέλου
Informer και προτείνει το W-Conv-Informer, όπου γίνεται χρήση του Μετασχηµατισµού
Wavelet και συνελικτικών νευρωνικών δικτύων για την ϐελτίωση της απόδοσης του µηχανι-
σµού προσοχής (ProbAttention).

Πραγµατοποιούµε τρία πειράµατα, όπου στο πρώτο συγκρίνουµε τον Informer έναντι
των LSTM σε ηµερήσιο Bitcoin dataset και προκύπτει ϐελτίωση κοντά στο 80%. Στη συ-
νέχεια µελετάµε την απόδοση του Informer έναντι του W-Conv-Informer σε ωριαίο Bitcoin
dataset αυτή τη ϕορά, και παρατηρούµε ϐελτίωση της επίδοσης του νέου µοντέλου. Τέλος,
επεκτείνουµε το W-Conv-Informer, εµπλουτίζοντάς το µε πληροφορία συναισθήµατος που
προέρχεται από ειδησεογραφικές πηγές και παρατηρούµε περαιτέρω ϐελτίωση της επίδοσης
του µοντέλου.

Τα αποτελέσµατα της εργασίας εµφανίζει ότι το µοντέλο W-Conv-Informer έχει καλύτερα
αποτελέσµατα από το Informer και παρουσιάζει περαιτέρω ϐελτίωση µε εµπλουτισµό συ-
ναισθήµατος. Αυτή η εργασία τονίζει τις δυνατότητες των µοντέλων µετασχηµατιστών και
τον εµπλουτισµό τους µε συναίσθηµα, παρέχοντας µια νέα δεδοµένα, σε ερευνητές και σε
traders για πρόβλεψη της τιµής του Bitcoin αλλά και χρονοσειρών γενικότερα.

Λέξεις Κλειδιά

Πρόβλεψη τιµής Bitcoin, Informer, W-Conv-Informer, µοντέλα Transformers, LSTM,
ανάλυση συναισθήµατος, Μετασχηµατισµός Wavelet, µακροπρόθεσµη πρόβλεψη.
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Abstract

Long-term prediction of Bitcoin’s price is a challenge due to its volatility and the cor-
relation with a large number of factors. We observe a gap in the literature regarding
this topic. This study examines the effectiveness of transformer-based models, specifi-
cally the Informer model, and proposes the W-Conv-Informer, which integrates Wavelet
Transform and convolutional neural networks to improve the performance of the attention
mechanism (ProbAttention).

We conduct three experiments. In the first, we compare Informer against LSTM on a
daily Bitcoin dataset and observe an approximately 80% improvement. Next, we evaluate
the performance of Informer versus W-Conv-Informer on an hourly Bitcoin dataset and
notice an improvement in the performance of the new model. Finally, we extend the
W-Conv-Informer by enriching it with sentiment information derived from news sources,
and we observe further performance enhancement.

The results of this study show that the W-Conv-Informer outperforms the Informer
and exhibits additional improvement when enhanced with sentiment data. This work
highlights the potential of transformer-based models and their enrichment with senti-
ment, offering new insights to researchers and traders for Bitcoin price forecasting and
time series prediction in general.

Keywords

Bitcoin price prediction, Informer, W-Conv-Informer, Transformer models, LSTM, se-
ntiment analysis, wavelet transform, long-term forecasting.
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Πρόλογος

Σε µία εποχή που η οικονοµικό γίγνεσθαι παρουσιάζει υψηλή µεταβλητότητα (χαρα-
κτηριστικό παράδειγµα ο υψηλός πληθωρισµός), διακρίνεται η ανάγκη για µακροχρόνια
πρόβλεψη της τιµής κρυπτονοµισµάτων, ως µέσο αντιστάθµισης. Ακολουθώντας αυτήν την
πορεία, ϑα προχωρήσουµε στην µακροχρόνια πρόβλεψη της τιµής του Bitcoin, του πρώτου
ιστορικά κρυπτονοµίσµατος και του µεγαλύτερου σε κεφαλαιοποίηση, η οποία κυµαίνεται
µεταξύ 1,6 και 2 τρισεκατοµµυρίων δολαρίων, ανάλογα µε τις διακυµάνσεις της τιµής του.
Χαρακτηριστικά, στις αρχές Ιανουαρίου 2025, το Bitcoin είχε κεφαλαιοποίηση περίπου 1,87
τρισεκατοµµύρια δολάρια και τιµή γύρω στα 94.000 δολάρια.

Η παρούσα διπλωµατική εργασία εκπονήθηκε στο πλαίσιο του Προγράµµατος Μετα-
πτυχιακών Σπουδών Εφαρµοσµένων Μαθηµατικών Επιστηµών της σχολής Σ.Ε.Μ.Φ.Ε. του
Εθνικού Μετσόβιου Πολυτεχνείου , κατά το ακαδηµαϊκό έτος 2024–2025.

Η εργασία πραγµατοποιήθηκε στο Εργαστήριο Κατανεµηµένων Υπολογιστικών Συστη-
µάτων και Τεχνητής Νοηµοσύνης (∆ΕΥΚΑΛΙΩΝ), του Τµήµατος Τεχνολογιών Ψηφιακής Βιο-
µηχανίας, της Σχολής Θετικών Επιστηµών, του Εθνικού και Καποδιστριακού Πανεπιστηµίου
Αθηνών, υπό την επίβλεψη του Επίκουρου Καθηγητή κ. Γεώργιου Αλεξανδρίδη. Στόχος της
ήταν η διερεύνηση και αξιολόγηση τεχνικών µηχανικής µάθησης για την πρόβλεψη της τι-
µής του Bitcoin σε µακροχρόνιο ορίζοντα, αξιοποιώντας ιστορικά δεδοµένα και εξωγενείς
µεταβλητές.

Θα ήθελα να ευχαριστήσω ϑερµά τον επιβλέποντα καθηγητή µου για την πολύτιµη κα-
ϑοδήγηση και υποστήριξή του καθ’ όλη τη διάρκεια της εκπόνησης της εργασίας.

Ελπίζω η εργασία αυτή να αποτελέσει ένα ϐήµα προς την κατεύθυνση της περαιτέρω
ανάπτυξης στο πεδίο της µηχανικής µάθησης και των εφαρµογών της στις αγορές κρυπτονο-
µισµάτων.

Χαράλαµπος Μιχαηλίδης
Αθήνα

Μάιος 2025
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Κεφάλαιο 1

Εισαγωγή

Το Bitcoin, δηµιουργήθηκε το 2008 από τον ερευνητή µε το ψευδώνυµο Satoshi Nakamo-
to αποτελώντας το πρώτο ψηφιακό νόµισµα ή αλλιώς κρυπτονόµισµα [5]. Από τότε

η κεφαλαιοποίηση της αγοράς του Bitcoin έχει ξεπεράσει το 1 τρισεκατοµµύριο δολάρια.
Αποτελεί ένα σηµαντικό µέρος των χρηµατοπιστωτικών αγορών ως το όγδοο πιο πολύτιµο
περιουσιακό στοιχείο στον κόσµο.

Η τιµή του Bitcoin έχει εκτιναχθεί ανεβαίνοντας 13,8 χιλιάδες ϕορές τα τελευταία χρόνια
(Σχήµα 1.1). Τα κέρδη από µια τέτοια επένδυση ξεπερνούν κατά πολύ αυτά που προκύπτουν
από επενδύσεις στις παραδοσιακές χρηµατοπιστωτικές αγορές. Καθηµερινά πραγµατοποιο-
ύνται συναλλαγές Bitcoin συνολικής αξίας πάνω από 1 δισεκατοµµύριο δολάρια. Με τις
συναλλαγές του Bitcoin να µη ϱυθµίζονται από τόσο αυστηρά πλαίσια όσο οι παραδοσιακές
χρηµατοπιστωτικές αγορές, η ποσοτική συναλλαγή (quantitative trading) έχει γίνει ευρέως
διαδεδοµένη στο εµπόριο Bitcoin.

Σχήµα 1.1: Η πορεία της τιµής του Bitcoin σε ϐάθος χρόνου.

Η ποσοτική συναλλαγή έχει τις ϱίζες της στην Υπόθεση της Αποδοτικής Αγοράς (Efficient
Market Hypothesis - EMH) [6] της δεκαετίας του 1970. Ορίζεται ευρέως ως η χρήση µα-
ϑηµατικών µοντέλων και υπολογιστικής τεχνολογίας για την ανάδειξη µοτίβων σε ιστορικά
χρηµατοοικονοµικά δεδοµένα και τη λήψη αποφάσεων συναλλαγών.
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Με την ανάπτυξη της µοντέρνας οικονοµικής ϑεωρίας, της τεχνολογίας υπολογιστών και
την µείωση του κόστους των συναλλαγών η οποία προήλθε µε την ανάπτυξη διαδικτυακών
ανταλλακτηρίων το οι ποσοτικές συναλλαγές έχουν σηµειώσει σηµαντική πρόοδο τα τελευταία
χρόνια.

Ως ψηφιακό νόµισµα (π.χ. Bitcoin) ορίζεται µια ηλεκτρονική αλυσίδα ψηφιακών υπο-
γραφών. Κάθε ιδιοκτήτης µεταβιβάζει το νόµισµα στον επόµενο ιδιοκτήτη υπολογίζοντας µια
τιµή κατακερµατισµού (hash) της προηγούµενης συναλλαγής και το δηµόσιο κλειδί του ε-
πόµενου ιδιοκτήτη, προσθέτοντας τα στο τέλος του νοµίσµατος. Ο νέος ιδιοκτήτης µπορεί να
επαληθεύσει τις υπογραφές για να επαληθεύσει την αλυσίδα της ιδιοκτησίας (Σχήµα 1.2).

Σχήµα 1.2: Η αλυσίδα ηλεκτρονικών υπογραφών του Bitcoin

Για τις παραδοσιακές συναλλαγές γίνεται χρήση ενός τρίτου παράγοντα (π.χ. τράπεζες),
αντίθετα για τις συναλλαγές µέσω Bitcoin αυτή παραλείπεται. ΄Ετσι προκύπτει το πρόβληµα
που ένας τρίτος παράγοντας επιλύει και αυτό είναι το πρόβληµα της διπλής δαπάνης. Χρεια-
Ϲόµαστε ένα τρόπο ο παραλήπτης να γνωρίζει ότι οι προηγούµενοι ιδιοκτήτες δεν υπέγραψαν
καµία προηγούµενη συναλλαγή. Για τους σκοπούς µας, η πρώτη συναλλαγή είναι αυτή
που µετράει, οπότε δεν µας ενδιαφέρουν οι µεταγενέστερες προσπάθειες διπλής δαπάνης. Ο
µόνος τρόπος για να επιβεβαιώσουµε την απουσία µιας συναλλαγής είναι να γνωρίζουµε όλες
τις συναλλαγές. Στο µοντέλο του νοµισµατοκοπείου, το νοµισµατοκοπείο γνώριζε όλες τις συ-
ναλλαγές και αποφάσιζε ποια έφτασε πρώτη. Για να επιτευχθεί αυτό χωρίς µια εµπιστεύσιµη
αρχή, οι συναλλαγές πρέπει να ανακοινώνονται δηµόσια και χρειάζεται ένα σύστηµα για τους
συµµετέχοντες να συµφωνούν σε µια ενιαία ιστορία της σειράς µε την οποία ελήφθησαν. Ο
παραλήπτης χρειάζεται απόδειξη ότι κατά τη στιγµή κάθε συναλλαγής, η πλειοψηφία των
κόµβων συµφώνησε ότι ήταν η πρώτη που ελήφθη.

Για την επίλυση αυτού του προβλήµατος γίνεται χρήση του διακοµιστή χρονικής σήµαν-
σης (timestamp server, πλέον Blockchain) (Σχήµα 1.3) που λειτουργεί παίρνοντας µια τιµή

κατακερµατισµού (hash value) ενός µπλοκ στοιχείων που πρέπει να χρονοσηµανθούν και
δηµοσιεύοντας ευρέως την προαναφερόµενη τιµή (λ.χ. σε µια ηλεκτρονική εφηµερίδα, σε
κάποιο ϕόρουµ, κλπ). Η χρονική σήµανση αποδεικνύει ότι τα δεδοµένα πρέπει να υπήρχαν
εκείνη τη στιγµή, προφανώς, για να λάβουν τιµή κατακερµατισµού. Κάθε χρονική σήµανση
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1.1 Παράγοντες που καθορίζουν την αξία του Bitcoin

περιλαµβάνει την προηγούµενη χρονική σήµανση στο hash value της, σχηµατίζοντας µια
αλυσίδα, µε κάθε πρόσθετη χρονική σήµανση να ενισχύει τις προηγούµενες.

Σχήµα 1.3: Το σχήµα της χρονοσήµανσης

Για την πραγµατοποίηση του παραπάνω γίνεται χρήση ενός συστήµατος απόδειξης εργα-

σίας (proof-of-work). Κάθε Block περιέχει δεδοµένα όπως συναλλαγές, timestamp, το hash
function (SHA-256) του προηγούµενου Block και έναν τυχαίο αριθµό (nonce). Η απόδειξη
εργασίας (Σχήµα 1.4) περιλαµβάνει την εύρεση µιας τιµής nonce που, όταν υποβληθεί σε
hash µαζί µε τα δεδοµένα του µπλοκ, παράγει ένα hash µε έναν συγκεκριµένο αριθµό από
µηδενικά bits στην αρχή. Πιο συγκεκριµένα, τα δεδοµένα του µπλοκ (συναλλαγές, το hash
του προηγούµενου µπλοκ, η χρονική σήµανση κ.ά.) συνδυάζονται µε µια τιµή nonce (ένας
αριθµός που ξεκινά από το 0 και αυξάνεται µε κάθε προσπάθεια). Τα παραπάνω δεδοµένα
υποβάλλονται σε hash χρησιµοποιώντας το SHA-256. Το αποτέλεσµα του hash ελέγχεται για
να διαπιστωθεί αν πληροί τον στόχο δυσκολίας (π.χ., αν ξεκινά µε τον απαιτούµενο αριθµό
από µηδενικά bits). Αν δεν ισχύει η παραπάνω συνθήκη, η τιµή του nonce αυξάνεται και η
διαδικασία επαναλαµβάνεται. Αυτή είναι µια διαδικασία δοκιµής και σφάλµατος που απαι-
τεί σηµαντική υπολογιστική ισχύ η οποία αρχικά πραγµατοποιούνταν µε χρήση CPU, GPU,
έπειτα ενός προσωπικού υπολογιστή, αλλά πλέον µε τη ῾῾δυσκολία᾿᾿ της εύρεσης του παρα-
πάνω συνδυασµού των blocks, έχει ϕέρει τη χρήση ειδικά διαµορφωµένων µηχανηµάτων µε
αυξηµένη ισχύ για την επίλυση του συγκεκριµένου προβλήµατος.

Σχήµα 1.4: Το σχήµα λειτουργίας του proof-of-work του Bitcoin.

1.1 Παράγοντες που καθορίζουν την αξία του Bitcoin

Η τιµή του Bitcoin επηρεάζεται από µια σειρά παραγόντων, όπως την περιορισµένη προ-
σφορά (το Bitcoin έχει ανώτατο όριο προσφοράς τα 21 χιλιάδες νοµίσµατα). Είναι γνωστό ότι
η σπανιότητα αποτελεί πρωταρχικό οδηγό της αξίας για κάθε περιουσιακό στοιχείο, συγκε-
κριµένα καθώς η Ϲήτηση αυξάνεται και η προσφορά παραµένει σταθερή, έχουµε αύξηση της
τιµής του Bitcoin.
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΄Ενας άλλος παράγοντας που επηρεάζει την τιµή του Bitcoin είναι η ψυχολογία των επεν-
δυτών. Θετικά νέα, προτάσεις από πρόσωπα που ασκούν επιρροή µπορούν να επηρεάσουν
την κοινή γνώµη και να οδηγήσουν σε µεταβολές της τιµής. Χαρακτηριστικό παράδειγµα
είναι αναρτήσεις στα µέσα κοινωνικής δικτύωσης αλλά και διαδικτυακές ειδήσεις.

΄Αλλοι παράγοντες συµπεριλαµβάνουν µια ενδεχόµενη ϐελτιστοποίηση του πρωτοκόλλου
(π.χ. SegWit, Taproot) του Bitcoin, η οποία µπορεί να αναβαθµίσει τη λειτουργία του και
να προσελκύσει νέους επενδυτές, µέτρα και νόµους υπέρ της προώθησης του Bitcoin ως
µέσο ανταλλακτικής αξίας όπου µπορούν να επηρεάσουν την τιµή του. Ακόµη, η τιµή του
ηλεκτρικού ϱεύµατος επηρεάζει την συµµετοχή miners στην εξόρυξη νέων Βιτςοιν, οι οποίοι
όπως είδαµε και παραπάνω αποτελούν κοµβικό κοµµάτι για τη οµαλή λειτουργία του Bit-
coin. Επίσης, η ψυχολογία των επενδυτών FOMO (Fear of Missing Out) µια µεγάλη άνοδο
της τιµής του Bitcoin οδηγεί στην είσοδο νέων επενδυτών και αντίστοιχα ξαφνικές πτώσεις
της τιµής µπορούν να οδηγήσουν σε µαζικές πωλήσεις αυξάνοντας κατά αυτόν τον τρόπο τη
µεταβλητότητα της τιµής (panic selling). Τέλος, συγκεκριµένα γεωπολιτικά γεγονότα, η πολι-
τική αστάθεια, οι οικονοµικές κρίσεις και οι πολεµικές συγκρούσεις καθιστούν επενδυτικές
επιλογές όπως το Bitcoin ῾ἁσφαλή λιµένα᾿᾿ (safe haven).

΄Ετσι καταλήγουµε ότι ο προσδιορισµός της τιµής του Bitcoin, αποτελεί ένα ιδιαίτερα
απαιτητικό πρόβληµα, καθώς επηρεάζεται από µια σειρά παραγόντων όπως η προσφορά
και Ϲήτηση, και η ψυχολογία της αγοράς. Επίσης σε αυτό το σηµείο είναι σηµαντικό να
υπογραµµίσουµε πως η αποκεντρωµένη ϕύση του το καθιστά ιδιαίτερα ευαίσθητο σε µια
µεγάλη σειρά παραγόντων. Ο καλύτερος προσδιορισµός αυτών των παραγόντων αποτελεί
πρόκληση για τους επενδυτές, τους αναλυτές και τους ϕορείς που αποφασίζουν για πολιτικές
που ακολουθούνται ώστε να κινηθούν στο πλαίσιο της αγοράς των κρυπτονοµισµάτων.

Η µακροπρόθεσµη πρόβλεψη της τιµής του Bitcoin έχει ιδιαίτερη σηµασία για µια σειρά
λόγων, καθώς επηρεάζει την ανάληψη αποφάσεων επενδυτών, επιχειρήσεων και του κοινού
της αγοράς. Παρακάτω παραθέτουµε κάποιους από τους λόγους που αναφέραµε παραπάνω
και τους ϕορείς που επηρεάζουν :

• Επενδύσεις: Η µακροπρόθεσµη πρόβλεψη της τιµής του Bitcoin, παρατηρώντας και
την πορεία της, µέσω της µακροπρόθεσµης κατοχής Bitcoin, αποτελεί µέτρο προστα-
σίας έναντι του πληθωρισµού. Επίσης, η µακροπρόθεσµη πρόβλεψη της τιµής του είναι
σηµαντική για τον κατάλληλο διαµερισµό του επενδυτικού χαρτοφυλακίου. Αλλά και η
ανάπτυξη επενδυτικών στρατηγικών για την αγορά Bitcoin σε χαµηλή τιµή και πώληση
σε συµφέρουσα τιµή στο µέλλον.

• Επιχειρήσεις και Hedge Funds: Η δυνατότητα επιχειρήσεων να δέχονται πληρωµές
σε Bitcoin (πχ Tesla) αξιοποιώντας έτσι µια ενδεχόµενη µελλοντική αύξηση της τιµής
του Bitcoin. Θεσµικοί επενδυτές, όπως hedge funds και διαχειριστές περιουσιακών
στοιχείων, απαιτούν συχνά µακροπρόθεσµες προβλέψεις τιµών για να δικαιολογήσουν
µεγάλης κλίµακας επενδύσεις στο Bitcoin.

• Κυβερνητικές αποφάσεις: Κυβερνήσεις αξιοποιούν τάσεις για µακροπρόθεσµη πρόβλε-
ψη της τιµής του Bitcoin για να κατανοήσουν την την επίδραση του σε οικονοµικά
συστήµατα, ϕορολογία κλπ.
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• Τεχνολογική Ανάπτυξη: Οι µακροπρόθεσµες προβλέψεις τιµών µπορούν να επη-
ϱεάσουν τη χρηµατοδότηση για έργα blockchain και startups. Κάτι που µπορεί να
προσελκύσει περισσότερες επενδύσεις στο οικοσύστηµα, προωθώντας έτσι την καινοτο-
µία.

• Ποικιλότητα και Κύκλοι Αγοράς: Μακροχρόνιες προβλέψεις µπορούν να ορίσουν
την ψυχολογία της αγοράς, πιο συγκεκριµένα µια ϑετική πρόβλεψη. Οι αισιόδοξες
προβλέψεις µπορούν να ενισχύσουν την εµπιστοσύνη στην αγορά, ενώ οι απαισιόδοξες
µπορεί να οδηγήσουν σε ανησυχία ή πωλήσεις. Επίσης, οι ϑετικές προβλέψεις µπορούν
να επιφέρουν νέες καινοτοµίες στο χώρο του Blockchain.

• Προστασία έναντι ϐραχυπρόθεσµης αστάθειας: Η µακροπρόθεσµη πρόβλεψη της
τιµής του Bitcoin µπορεί επίσης να αποτελέσει οδηγό και ασφάλεια έναντι της ϐραχυ-
πρόθεσµης αστάθειας που παρατηρείται στην τιµή του.

Εκτός από τα πλεονεκτήµατα των µακροπρόθεσµων προβλέψεων της τιµής του Bitcoin,
παρουσιάζονται και σηµαντικές προκλήσεις, οι κυριότερες εκ των οποίων τονίζονται παρα-
κάτω:

• Υψηλή Αστάθεια: Η τιµή του Bitcoin είναι εξαιρετικά ασταθής, καθιστώντας ακριβείς
µακροπρόθεσµες προβλέψεις δύσκολες.

• Αβεβαιότητα Πλαισίου: Οι αλλαγές στους κανονισµούς (πχ κυβερνητικές αποφάσεις)
µπορούν να επηρεάσουν δραστικά την τιµή του Bitcoin.

• Τεχνολογικοί Κίνδυνοι: Οι εξελίξεις στην τεχνολογία (π.χ. κβαντικοί υπολογιστές)
ή ο ανταγωνισµός από άλλα κρυπτονοµίσµατα µπορούν να επηρεάσουν την µακρο-
πρόθεσµη αξία του Bitcoin.

• Χειραγώγηση της Αγοράς: Η αγορά κρυπτονοµισµάτων είναι ευάλωτη σε χειραγώγη-
ση, η οποία µπορεί να διαστρεβλώσει τις τάσεις των τιµών.

Καταλήγοντας, η µακροπρόθεσµη πρόβλεψη της τιµής του Bitcoin έχει ιδιαίτερη σηµα-
σία καθώς προσφέρει έναν οδηγό για λήψη αποφάσεων σε µια αγορά συνεχώς µεταβαλλόµε-
νη. Παρόλες τις προκλήσεις µιας τέτοιας πρόβλεψης, προσφέρει πολύτιµα συµπεράσµατα
για επενδυτές, επιχειρήσεις και διάφορους ϕορείς που χαράζουν στρατηγικές ώστε να κι-
νηθούν αντιµετωπίζοντας την πολυπλοκότητα που διαµορφώνεται στο πλαίσιο των κρυπτο-
νοµισµάτων. ΄Εχοντας επίσης ανατρέξει στη ϐιβλιογραφία (όπου παρουσιάζεται στο επόµενο
κεφάλαιο) διαπιστώνουµε ότι υπάρχει κενό σχετικά µε τη µακροπρόθεσµη πρόβλεψη της
τιµής του Bitcoin και λαµβάνοντας υπόψη και τα όσα αναφέραµε παραπάνω, κατανοούµε τη
ανάγκη που προκύπτει να κινηθούµε προς αυτήν την κατεύθυνση.

1.2 Αντικείµενο της διπλωµατικής

Η πρόβλεψη της τιµής κρυπτονοµισµάτων και πιο συγκεκριµένα της τιµής του Bitcoin
παρουσιάζει ιδιαίτερο ενδιαφέρον. Πιο συγκεκριµένα, ϑα ϑέλαµε να εξετάσουµε τη δυνατότη-
τα µακροχρόνιας πρόβλεψης, για την οποία εντοπίσαµε κενό στη ϐιβλιογραφία. Προς αυτήν
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την κατεύθυνση, ϑα κινηθούµε κάνοντας χρήση µοντέλων Μετασχηµατιστών, εξετάζοντας την
επίδοσή τους έναντι άλλων µοντέλων που έχουν χρησιµοποιηθεί στη ϐιβλιογραφία.

Επίσης µπορούµε να κάνουµε χρήση των δεδοµένων που παρέχονται ελεύθερα από την
ιστοσελίδα Yahoo Finance. Ακόµη, ϑα ϑέλαµε να εξετάσουµε τον εµπλουτισµό συναισθήµα-
τος στο µοντέλο. Ο συνδυασµός δεδοµένων τιµών µε εξωτερική πληροφορία (π.χ. ειδήσεις,
κοινωνική διάθεση) µπορεί να ενισχύσει τη δυνατότητα του µοντέλου να προβλέπει έντονες
αλλαγές.

Τα υπολογιστικά εργαλεία που ϑα χρησιµοποιήσουµε είναι η γλώσσα προγραµµατισµού
Python µε ϐιβλιοθήκες όπως Pandas, Scikit-learn και PyTorch.

1.3 Οργάνωση του τόµου

Η παρακάτω εργασία είναι οργανωµένη σε έξι κεφάλαια. Στο παρόν κεφάλαιο (Κεφάλαιο
1) παρουσιάζεται µια εισαγωγή στο Bitcoin και τους παράγοντες που επηρεάζουν την τιµή
του. Στο Κεφάλαιο 2 παραθέτουµε τη ϐιβλιογραφική αναδροµή, όπου τονίζεται η διαθέσιµη
ϐιβλιογραφία που σχετίζεται µε το ϑέµα της εργασίας. Στο Κεφάλαιο 3 παραθέτονται τα
µοντέλα που ϑα χρησιµοποιήσουµε στο πλαίσιο των πειραµάτων της εργασίας. Στο Κεφάλαιο
4 καταγράφεται η πειραµατική διαδικασία (τα σύνολα δεδοµένων που χρησιµοποιήθηκαν,
τα µοντέλα που εκπαιδεύτηκαν, τα αποτελέσµατα των πειραµάτων που πραγµατοποιήθηκαν
καθώς και οι παράµετροι που χρησιµοποιήθηκαν κατά τη διάρκειά τους). Στο Κεφάλαιο 5
αναφέρονται τα συµπεράσµατα που προκύπτουν από τα πειράµατα που πραγµατοποιήθηκαν
στο πλαίσιο αυτής της εργασίας και τέλος στο Κεφάλαιο 6 παρουσιάζονται οι µελλοντικές
κατευθύνσεις που ϑα προτείναµε να ερευνηθούν περαιτέρω.
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Για αυτήν της εργασία ϑα κάνουµε χρήση µοντέλων για τη µακροπρόθεσµη πρόβλεψη
της τιµής του Bitcoin. Οδεύοντας προς αυτήν την κατεύθυνση, ϑα προχωρήσουµε

παραθέτοντας ϐιβλιογραφική έρευνα σε 4 διαφορετικούς αλλά αλληλοσυνδεόµενους τοµείς :

1. Πρόβλεψη της τιµής του Bitcoin

2. Ανάλυση συναισθήµατος (Sentiment analysis)

3. Πρόβλεψη χρονοσειρών

4. Πρόβλεψη της τιµής του Bitcoin και κρυπτονοµισµάτων µε εµπλουτισµό συναισθήµα-
τος

Η παράλληλη ανάπτυξή τους έχει ως αποτέλεσµα να µπορούµε να προσεγγίσουµε το
παραπάνω ϑέµα πιο σφαιρικά και να αξιοποιήσουµε εργαλεία που προσφέρονται από αυ-
τούς του τοµείς για να έχουµε καλύτερα αποτελέσµατα στη µακροπρόθεσµη πρόβλεψη της
τιµής του Bitcoin. ΄Ενα στοιχείο που το χαρακτηρίζει είναι η ιδιαίτερη µεταβλητότητα σε µι-
κρά χρονικά διαστήµατα, γεγονός που καθιστά την ανάγκη για µακροπρόθεσµη πρόβλεψη
της τιµής του σηµαντική. Πιο συγκεκριµένα, η µακροπρόθεσµη πρόβλεψη της τιµής του
Bitcoin προσφέρει µεταξύ άλλων κατανόηση των µακροπρόθεσµων τάσεων και κύκλων της
αγοράς, δυνατότητα για στρατηγική επενδυτική και διαχείριση χαρτοφυλακίου και µακρο-
χρόνια χρήση του Bitcoin ως µέσο προστασίας έναντι του πληθωρισµού.

2.1 Πρόβλεψη της τιµής του Bitcoin

Η πρόβλεψη της τιµής των κρυπτονοµισµάτων αποτελεί τοµέα που παρουσιάζει ιδιαίτερο
ενδιαφέρον κυρίως λόγω της µεγάλης αστάθειας που τη χαρακτηρίζει, ειδικά όσον αφορά το
Bitcoin, το οποίο αποτελεί το κυριότερο κρυπτονόµισµα ϐάσει όγκου συναλλαγών. Αυτή η
αστάθεια δεν οφείλεται µόνο στις προηγούµενες τιµές που έχουν παρατηρηθεί αλλά και σε
ποικίλους άλλους παράγοντες, καθιστώντας την πρόβλεψη της τιµής του εν λόγω κρυπτονο-
µίσµατος εξαιρετικά πολύπλοκη.

Η χρήση και σηµασία του Bitcoin και της τιµής του αντίστοιχα αποτελεί παράγοντα ύψι-
στης σηµασίας για το παγκόσµιο οικονοµικό οικοσύστηµα. Λόγω της πτητικότητας (volatility)
που παρουσιάζει η τιµή αλλά και η πολυπλοκότητα που το χαρακτηρίζει καθιστούν τη µελέτη
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τιµής του ιδιαίτερα απαιτητική. Αρχικές έρευνες παρουσίασαν διάφορες τεχνικές µηχανικής
µάθησης αλλά και στατιστικές µεθόδους. Σε αυτή την κατεύθυνση παρουσιάστηκε ένα νέο
πλαίσιο πρόβλεψης το οποίο ϐελτίωσε την επιλογή µεταβλητών σε µοντέλα LSTM, χωρίς να
ϐασίζεται σε υποθέσεις δεδοµένων [7]. Παρόµοια, η εργασία [8] τονίζει την σηµασία των
ηµερήσιων τάσεων και την επιλογή των κατάλληλων χαρακτηριστικών που έχουν επιρροή
στην τιµή του Bitcoin για τη ϐελτίωση των προβλέψεων. Ακόµη, στο πλαίσιο της µελέτης δια-
ϕόρων µοντέλων µηχανικής µάθησης στην εργασία [9] παρουσιάστηκαν αποδόσεις µοντέλων
παλινδρόµησης, κάνοντας χρήση υψηλής συχνότητας δεδοµένων.

Ακόµη, στην εργασία [10] είχαµε την ανάλυση της δυναµικής µετάβασης τιµών µεταξύ
ανταλλακτηρίων κρυπτονοµισµάτων αλλά και χρηµατοπιστωτικών αγορών, χρησιµοποιώντας
ένα µοντέλο VAR. Τα τελευταία χρόνια, η πρόοδος στον τοµέα της ϐαθιάς µάθησης αλλά
και στις υβριδικές µεθόδους προσέγγισης τέτοιου είδους προβληµάτων έχουν ϕέρει ως απο-
τέλεσµα σηµαντική ϐελτίωση στη πρόβλεψη της τιµής του Bitcoin. Χαρακτηριστικά, στην
εργασία [11] είχαµε την εφαρµογή ϐαθιών νευρωνικών δικτύων (DFFNN) για την πρόβλεψη
τιµών υψηλής συχνότητας (high-frequency prices), ενώ στην εργασία [12] οι συγγραφείς α-
νέπτυξαν στρατηγική που ενσωµάτωσε µοντέλα RNN, LSTM και GRU για τη ϐελτιστοποίηση
ηµερήσιων προβλέψεων. Ακόµη, κατά την εργασία [13] είχαµε σύγκριση των µοντέλων ARI-
MA και LSTM, µε το LSTM να αποδίδει καλύτερα στην καταγραφή των διακυµάνσεων της
τιµής του Bitcoin.

Επίσης, η εργασία [14] συνδυάζει ανάλυση συναισθήµατος (µε LSTM), δείχνοντας ότι η
ενσωµάτωση δεδοµένων συναισθήµατος ϐελτιώνει τις προβλέψεις, µια προσέγγιση που ϑα
χρησιµοποιήσουµε και εµείς. Παρά τη σηµαντική πρόοδο, προκλήσεις όπως η επιλογή
ϐέλτιστων χαρακτηριστικών, η αντιµετώπιση του χαοτικού χαρακτήρα της αγοράς και η εν-
σωµάτωση εξωτερικών παραγόντων παραµένουν ανοιχτά ερευνητικά Ϲητήµατα. Οι τεχνικές
πρόβλεψης της τιµής του Bitcoin έχουν πραγµατοποιήσει άλµατα από τις αρχικές στατιστικές
µεθόδους σε σύγχρονα ϐαθιά µοντέλα και υβριδικές προσεγγίσεις. Ο εµπλουτισµός µε εξω-
τερικές µεταβλητές, όπως η ανάλυση συναισθήµατος, έχει επιφέρει ϐελτίωση της ακρίβειας.
Ωστόσο, η πρόβλεψη της τιµής ενός κρυπτονοµίσµατος, όπως το Bitcoin, το οποίο παρου-
σιάζει υψηλή µεταβλητότητα, απαιτεί την περαιτέρω ανάπτυξη πιο σύνθετων µοντέλων, τα
οποία ϑα είναι σε ϑέση να επεξεργαστούν καλύτερα τη συσχέτιση της αγοράς, των εξωτερικών
παραγόντων και της πορείας της τιµής του Bitcoin.

Ανατρέχοντας στη ϐιβλιογραφία παρατηρούµε πως υπάρχει κενό όσον αφορά τη µακρο-
πρόθεσµη πρόβλεψη της τιµής του Bitcoin. Μια εργασία που ανατρέξαµε είναι η [15], όπου
εξετάζονται µοντέλα RNN και LSTM για τη µακροχρόνια πρόβλεψη της τιµής του Bitcoin.

2.2 Ανάλυση συναισθήµατος(Sentiment analysis)

Η ανάλυση συναισθήµατος αποτελεί καίριο κοµµάτι της επεξεργασίας ϕυσικής γλώσσας
και αφορά την εξόρυξη υποκειµενικής πληροφορίας από κείµενο. Σε ένα συνεχώς µετα-
ϐαλλόµενο κόσµο µε συνεχή ϱοή πληροφοριών καθίσταται ιδιαίτερα σηµαντική η εξόρυξη
συναισθήµατος από κείµενο, λαµβάνοντας έτσι καίριες αποφάσεις που αφορούν το µέλλον.

Μια πρώιµη εργασία σε αυτό το πεδίο εισάγει ένα µοντέλο ανάλυσης συναισθήµατος,
κάνοντας εξόρυξη συναισθήµατος, το οποίο σχετίζεται µε συγκεκριµένα ϑέµατα, που προέρ-
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χονται από έγγραφα διαθέσιµα στο ∆ιαδίκτυο, πραγµατοποιώντας εξαγωγή χαρακτηριστικών,
συναισθήµατος και συσχέτιση ϑέµατος-συναισθήµατος [16]. ΄Οµοια, έχουµε τη χρήση µιας
µεθόδου ανάλυσης συναισθήµατος για την αξιολόγηση κριτικών ταινιών, κάνοντας έτσι ένα
σηµαντικό ϐήµα προς την αυτοµατοποιηµένη ανάλυση συναισθήµατος [17]. Ακόµη, έχουµε
την κατηγοριοποίηση συναισθήµατος ϐάση πολικότητας [18], όπου είχαµε κατηγοριοποίηση
σε επίπεδο πρότασης όσο και για την κατηγοριοποίηση σε επίπεδο αξιολόγησης.

Για την αντιµετώπιση της αυξανόµενης πολυπλοκότητας της ανάλυσης συναισθήµατος α-
πό εικόνες έχουµε τη χρήση συνελικτικών δικτύων (CNN) για να αντιµετωπιστεί το πρόβληµα
των δεδοµένων µε ϑόρυβο [19]. Επίσης, ϐασισµένοι στο TF-IDF, µπορούµε να αναπαρα-
στήσουµε λέξεις και συγκεκριµένα να ενσωµατώσουµε πληροφορία που αφορά το συναίσθη-
µα, οδηγώντας σε σηµαντικές ϐελτιώσεις µεθόδους όπως RNN, CNN, LSTM, και Naive Bayes
[20]. Οι εφαρµογές σε καταστάσεις που έχουν άµεση επιρροή στον κόσµο, απέκτησαν δυνα-
µική εισάγοντας το SemEval για την ανάλυση συναισθήµατος στο Twitter [21]. Στη συνέχεια,
είχαµε την ανάπτυξη του SLCABG, ενός µοντέλου ϐασισµένο σε λεξικό συναισθήµατος που
συνδυάζει CNN και Bidirectional Gated Recurrent Units (BiGRU) [22].

Τα τελευταία έτη προτάθηκε το µοντέλο Bidirectional Emotional Recurrent Unit που
επικεντρώνεται σε συνοµιλίες για την ανάλυση συναισθήµατος [23]. Παρουσιάστηκε ένα
προεκπαιδευµένο µοντέλο ϕυσικής γλώσσας, ειδικά σχεδιασµένο για multi-task ανάλυση
συναισθήµατος, το Sentiment Knowledge Enhanced Pre-trained (SKEP). Οι τεχνικές ϐαθι-
άς µάθησης συνέχισαν να παρουσιάζουν ελπιδοφόρα αποτελέσµατα· χαρακτηριστικά ανα-
ϕέρουµε ένα υβριδικό CNN-LSTM µοντέλο [24] και ένα αµφίδροµο LSTM για ανάλυση συ-
ναισθήµατος σε αραβικό κείµενο [25], µια γλώσσα που χαρακτηρίζεται από πολυπλοκότητα,
εννοιολογική ασάφεια και απουσία συµφραζοµένων, στοιχεία που καθιστούν το εγχείρηµα
σηµαντικό.

΄Αλλες εργασίες αναγνωρίζουν τα µοντέλα LSTM, CNN ως τα κορυφαία σε επιδόσεις στον
τοµέα [26]. Επίσης, είχαµε την γεωγραφική έρευνα και χρονική (temporal) ανάλυση συναι-
σθήµατος ϐασιζόµενοι σε tweets που σχετίζονταν µε εµβόλια του COVID-19 [27]. Η εργασία
[28] εξετάζει πολυγλωσσική ανάλυση συναισθήµατος σε άρθρα νέων και σε ιστοτόπους. Σε
αυτό το σηµείο αξίζει να σηµειωθεί ότι παρατηρείται αυξανόµενο ενδιαφέρον για την εξόρυξη
απόψεων από πηγές όπως τα ειδησεογραφικά άρθρα, οι ιστότοποι και οι κριτικές προϊόντων.
Πιο συγκεκριµένα, στον τοµέα των οικονοµικών, η ανάλυση συναισθήµατος έχει αποδειχ-
ϑεί επωφελής· χαρακτηριστικά παραθέτουµε την εργασία [29] κατά την οποία συγκρίθηκαν
οι δείκτες συναισθήµατος µε τεχνικούς δείκτες, ϐελτιστοποιώντας έναν αλγόριθµο γενετικο-
ύ προγραµµατισµού. Τέλος, υπάρχει αυξανόµενο ενδιαφέρον στη χρησιµοποίηση µεγάλων
γλωσσικών µοντέλων (LLM) στο κοµµάτι της ανάλυσης συναισθήµατος· στην εργασία [30]
εξετάζονται οι δυνατότητες LLMs.

Παρά τα παραπάνω, η περαιτέρω ανάπτυξη των LLMs αναµένεται να ϕέρει νέα ελπιδο-
ϕόρα αποτελέσµατα στον τοµέα της ανάλυσης συναισθήµατος τα επόµενα χρόνια. Σε αυτό
το σηµείο, καταλήγουµε να ϐρισκόµαστε σε µια ταχέως αναπτυσσόµενη περίοδο στο χώρο
της επεξεργασίας ϕυσικής γλώσσας και της ανάλυσης συναισθήµατος, µε κύρια ϐάση την
σηµερινή ανάπτυξη των LLM. Χαρακτηριστικά είναι τα µοντέλα BERT, τα οποία έχουν ϕέρει
την επανάσταση που παρατηρείται τα τελευταία χρόνια στον τοµέα της τεχνητής νοηµοσύνης
γενικότερα.

∆ιπλωµατική Εργασία 27



Κεφάλαιο 2. Βιογραφική Αναδροµή

2.3 Πρόβλεψη Χρονοσειρών

Η πρόβλεψη χρονοσειρών ανέκαθεν αποτελούσε ένα από τα σηµαντικότερα ερευνητικά
πεδία, µε εφαρµογές σε ποικίλα πεδία όπως οι χρηµατοοικονοµικες αγορές, οι κλιµατικές
προβλέψεις, η ενέργεια και διάφορους άλλους τοµείς. Η εξέλιξη αυτών των µεθόδων ξεκίνησε
από στατιστικά µοντέλα και επεκτάθηκε σε τεχνικές µηχανικής και ϐαθιάς µάθησης. Αυτή η
µετάβαση από τις παραδοσιακές µεθόδους σε αυτές της ϐαθιάς µάθησης, πιο συγκεκριµένα
σε εξελιγµένα µοντέλα όπως αυτά των µετασχηµατιστών, έχει προκαλέσει ϱιζικές αλλαγές
στην ανάλυση και στην ακρίβεια των προβλέψεων χρονοσειρών. Ωστόσο, εξακολουθούν να
υπάρχουν προκλήσεις, όπως η διατήρηση της χρονικής πληροφορίας και η αποτελεσµατική
διαχείριση µεγάλων χρονικών παραθύρων.

Οι πρώτες µελέτες επικεντρώθηκαν σε στατιστικές τεχνικές και ϐασικές µεθόδους µη-
χανικής µάθησης. Συγκεκριµένα, αρχικά παρουσιάστηκαν τα Ευέλικτα Νευρωνικά ∆ίκτυα

(Flexible Neural Trees - FNT) δίνοντας έτσι το έναυσµα για χρήση των νευρωνικών δικτύων
στην ανάλυση χρονοσειρών [31]. Ακόµη, σηµαντική έρευνα ήταν η [32], κατά την οποία
πραγµατοποιήθηκε 25ετής ανασκόπηση στον τοµέα των χρονοσειρών, υπογραµµίζοντας τις
σηµαντικότερες εξελίξεις. Επίσης, είχαµε τον συνδυασµό της ανάλυσης ανεξάρτητων συνι-
στωσών (ICA) µε τις µηχανές διανυσµάτων υποστήριξης (SVR), ϐελτιώνοντας την ακρίβεια των
προβλέψεων [33]. Η εργασία [34] έδωσε έµφαση στην ανίχνευση και αποµάκρυνση ϑορύβου
στα SVR µοντέλα, καταγράφοντας πιο αξιόπιστες προβλέψεις.

Η περιοδικότητα αποτελεί σηµαντικό παράγοντα πολλών χρονοσειρών , προς αυτήν την
κατεύθυνση είχαµε την ανάπτυξη ενός Seasonal Support Vector Regression (SSVR) µο-
ντέλου ώστε να προσεγγιστούν οι εποχιακές διακυµάνσεις [35]. Επίσης, προτάθηκε µια
µεθοδολογία ασαφών προβλέψεων για το Taiwan Stock Exchange Index (TAIEX). Η προ-
σέγγιση αυτή έκανε χρήση ασαφών χρονοσειρών (fuzzy time series) και µεθόδων clustering,
αντιµετωπίζοντας έτσι περιορισµούς παραδοσιακών µοντέλων [36].

Η χρήση τεχνικών της µηχανικής µάθησης για πρόβλεψη χρονοσειρών παρατηρήθηκε
ευρέως τη δεκαετία του 2010. Χαρακτηριστικά, αναφέρουµε την παρουσίαση ένος weighted
Least Squares Support Vector Machine (LS-SVM) µοντέλου, τονίζοντας την αποτελεσµατι-
κότητα του για προβλεψη χρονοσειρών [37]. Ακόµα, κατά την εργασία [38] µελετήθηκε η
χρήση Random Forests, τονίζοντας ότι πολλές από τις ιδιότητες τους παραµένουν ανεκµετάλ-
λευτες. Ερευνητές επιπλέον παρέθεσαν µια ανασκόπηση τεχνικών µηχανικής µάθησης για
πρόβλεψη χρονοσειρών ενεργειακής κατανάλωσης, σηµειώνοντας τη σηµασία των µεθόδων
οδηγούµενων από δεδοµένα [39].

Με την ανάπτυξη των τεχνικών ϐαθιάς µάθησης ήρθε µια επανάσταση στην πρόβλεψη
χρονοσειρών. Πιο συγκεκριµένα, είχαµε την πρόταση ενός µοντέλου κατά το οποίο είχαµε το
συνδυασµό RNN µε clustering χρονοσειρών, δίνοντας του έτσι την δυνατότητα να αναγνωρίσει
όµοια υποσύνολα χρονοσειρών [40]. Ακόµη, προτάθηκε ένα υβριδικό µοντέλο συνδυάζοντας
LSTM και multi-head attention mechanism ώστε να αντιµετωπιστεί η υψηλή πολυπλοκότη-
τα και η χαµηλή ακρίβεια των δεδοµένων χρονοσειρών [41]. Μετά την ανάπτυξη των µοντέλων
µετασχηµατιστών για επεξεργασία ϕυσικής γλώσσας, είχαµε την προσαρµογή τους σε διάφο-
ϱους τοµείς της τεχνητής νοηµοσύνης. ΄Ετσι αυτά τα µοντέλα επεκτάθηκαν και στον τοµέα
της πρόβλεψης χρονοσειρών.
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Ενδεικτικά, είχαµε την παρουσίαση του µοντέλου Informer, το οποίο χρησιµοποιεί µια
παραλλαγή του Attention Mechanism (ProbSparse) όπου για λόγους ϐελτιστοποίησης χρόνου
και πόρων επιλέγονται αποκλειστικά τα queries µε τη µεγαλύτερη επιρροή για τον υπολογι-
σµό του µηχανισµού προσοχής [42]. Επίσης αξίζει να αναφέρουµε το µοντέλο ETSFormer
κάνοντας χρήση των αρχών της εκθετικής εξοµάλυνσης, συνδυάζοντάς τις µε αρχιτεκτονική
των µετασχηµατιστών, ώστε να έχουµε ϐελτίωση της ακρίβειας πρόβλεψης σε χρονοσειρές.
Η προσέγγισή τους επέτρεψε στο µοντέλο να ερµηνεύσει συνιστώσες χρονοσειρών, όπως το
επίπεδο, την ανάπτυξη και την εποχικότητα[43].

Παρόλα τα παραπάνω ϐήµατα στον τοµέα, µια µελέτη ξεχωρίζει, εντοπίζοντας το πρόβλη-
µα της απώλειας χρονικής πληροφορίας στον µηχανισµό προσοχής των µετασχηµατιστών
για την πρόβλεψη χρονοσειρών [44]. Πιο συγκεκριµένα, η εν λόγω εργασία αµφισβητεί την
αποτελεσµατικότητα των µοντέλων µετασχηµατιστών, λόγω της µορφής του µηχανισµού προ-
σοχής για την εξόρυξη χρονικών σχέσεων από σύνολα διατεταγµένων συνεχών σηµείων, κάτι
που οδηγεί σε απώλεια χρονικής πληροφορίας. Ακόµα µια ακόµη σηµαντική εργασία σε
αυτό το πλαίσιο, είχαµε την αµφισβήτηση της αποτελεσµατικότητας των µετασχηµατιστών να
διαχειριστούν εξαρτήσεις µεγάλης-εµβέλειας, τονίζοντας την πτώση της απόδοσης για µεγα-
λύτερα παράθυρα οπισθοδρόµησης [45]. Ενδεικτικά, κάποιοι λόγοι είναι η δυσκολία στην
καταγραφή σηµαντικών µακροπρόθεσµων µοντέλων, το αυξηµένο κόστος µνήµης και υπο-
λογιστικών πόρων, καθιστώντας πιο δύσκολη την ανίχνευση ϐραχυπρόθεσµων µοτίβων.

Η πρόσφατη πρόοδος των µεγάλων γλωσσικών µοντέλων άνοιξε νέες οδούς και για την
πρόβλεψη χρονοσειρών. Χαρακτηριστικά, παρουσιάστηκε το µοντέλο Time-LLM, το οποίο
επαναπροσδιορίζει τα LLM για χρονοσειρές κρατώντας το κύριο µέρος του LLM µοντέλου
αναλλοίωτο [46]. Επίσης, στην εργασία [47] παρατηρήθηκε περαιτέρω ϐελτίωση συνδυάζο-
ντας και temporal encoding. Τέλος παρουσιάστηκε το µοντέλο SparseTSF, ένα εξαιρετικά
ελαφρύ µοντέλο για µακροπρόθεσµες προβλέψεις χρονοσειρών[48].

Η συνεχής εξέλιξη των µεθόδων πρόβλεψης χρονοσειρών έχει οδηγήσει σε πιο ακριβή µο-
ντέλα, µε κύριους αντιπρόσωπους τα µοντέλα µετασχηµατιστών. Παρόλα αυτά, όπως είδαµε
και παραπάνω, παρουσιάζουν δύο κύριες προκλήσεις, την απώλεια χρονικής πληροφορίας
και την αδυναµία διαχείρισης µακροπρόθεσµων εξαρτήσεων. Προσεγγίσεις όπως ο συνδυα-
σµός Conv1D, Attention Mechanisms και Residual Connections προσφέρουν λύση έναντι
της απώλειας χρονικής πληροφορίας, αλλά και η χρήση παραλλαγών µηχανισµού προσοχής
ώστε να αντιµετωπιστεί η αδυναµία διαχείρισης µακροπρόθεσµων εξαρτήσεων. Τέλος, η α-
νάπτυξη των µεγάλων γλωσσικών µοντέλων ανοίγει νέους ορίζοντες για τη περαιτέρω ϐελτίωση
της ακρίβειας της πρόβλεψης χρονοσειρών. Προσεγγίσεις όπως το Informer και τα υβριδι-
κά µοντέλα που συνδυάζουν Conv1D, Attention Mechanisms και Residual Connections
προσφέρουν εναλλακτικές λύσεις για την αντιµετώπιση αυτών των προκλήσεων.

2.4 Πρόβλεψη της τιµής του Bitcoin και κρυπτονοµισµάτων µε

εµπλουτισµό Συναισθήµατος

Ο εµπλουτισµός της προσπάθειας πρόβλεψης της τιµής του Bitcoin µε ανάλυση συναι-
σθήµατος είναι σηµαντικό κοµµάτι προς αυτή την κατεύθυνση, αποτελώντας αντικείµενο

∆ιπλωµατική Εργασία 29



Κεφάλαιο 2. Βιογραφική Αναδροµή

µελέτης µετά και την ευρεία εξάπλωση των µέσων κοινωνικής δικτύωσης (π χ. Twitter) αλλά
και τη συνεχή διαδικτυακή ενηµέρωση και την επιρροή τους στην τιµή των κρυπτονοµι-
σµάτων.

Συγκεκριµένα, έχει εξεταστεί η σχέση µεταξύ ανάλυσης συναισθήµατος στο Twitter και
της τιµής του Bitcoin, καταγράφοντας συσχέτιση µεταξύ κοινωνικού συναισθήµατος και
τιµής [49]. ΄Οµοια, παρουσιάστηκε το KryptoOracle, µια πλατφόρµα πρόβλεψης τιµών κρυ-
πτονοµισµάτων σε πραγµατικό χρόνο, αξιοποιώντας ανάλυση συναισθήµατος στο Twitter
[50]. Επίσης, σύµφωνα µε την εργασία [51], κατά την οποία έγινε χρήση νευρωνικών δι-
κτύων για την πρόβλεψη της τιµής του Bitcoin, παρατηρήθηκε πως οι τιµές των κρυπτονο-
µισµάτων , ειδικότερα του Bitcoin, επηρεάστηκαν από τα σκαµπανεβάσµατα της περιόδου
2017-2018. Ακόµα τα µοντέλα που χρησιµοποιούν δεδοµένα συναισθήµατος έχει παρα-
τηρηθεί ότι παρουσιάζουν µεγαλύτερη ακρίβεια στην επεξεργασία µη γραµµικών σχέσεων
στα δεδοµένα σε σχέση µε παραδοσιακές µεθόδους όπως π.χ. τα δέντρα αποφάσεων, µε τα
νευρωνικά δίκτυα να παρουσιάζουν καλύτερα αποτελέσµατα[51]. Επιπρόσθετα, στην εργα-
σία [52] έχουµε πρόβλεψη της τιµής του Bitcoin λαµβάνοντας υπόψη τις γνώµες χρηστών
κοινωνικών δικτύων. Προς την ίδια κατεύθυνση, στην εργασία [53] έγινε χρήση tweets για
να προβλεφθούν κινήσεις της αγοράς, τονίζοντας κατά αυτόν τον τρόπο την σηµασία του
συναισθήµατος στις κινήσεις των τιµών των κρυπτονοµισµάτων.

Τα µοντέλα ϐαθιάς µάθησης έχουν αποδειχθεί ιδιαίτερα αποτελεσµατικά στο να επεξερ-
γάζονται δεδοµένα ανάλυσης συναισθήµατος. Πιο συγκεκριµένα, έχει εξεταστεί η χρήση
RNN, LSTM, GRU δικτύων για την ηµερήσια πρόβλεψη των τιµών του Bitcoin, εισάγοντας
επίσης ανάλυση συναισθήµατος της αγοράς και παρατηρήθηκε ϐελτίωση των αποτελεσµάτων
[12]. Βαδίζοντας προς αυτή τη κατεύθυνση, ερευνήθηκε η ικανότητα των µετασχηµατιστών
να προβλέπουν την τιµή του Bitcoin αλλά και του Ethereum, χρησιµοποιώντας και ανάλυση
συναισθήµατος στα αποτελέσµατα τους, αν και για το Ethereum τα αποτελέσµατα παρου-
σίασαν µικρή σχετικά ϐελτίωση [54].

Επίσης παρουσιάστηκε ένα υβριδικό framework, το οποίο συνδυάζει αλληλεξαρτήσεις
κρυπτονοµισµάτων µε το ῾῾συναίσθηµα της αγοράς᾿᾿ για πρόβλεψη των τιµών κρυπτονοµι-
σµάτων [55]. Ακόµη, ερευνητές αξιοποίησαν το µοντέλο Valence Aware Dictionary for Se-
ntiment Reasoning (VADER) επεξεργάζοντας tweets και αναλύοντας συσχετισµούς συναι-
σθήµατος και τιµών επτά ευρέως διαδεδοµένων κρυπτονοµισµάτων[56]. ΄Ετσι, οι παραπάνω
εργασίες υπογραµµίζουν τη σηµασία του συναισθήµατος του κοινού και την επίδρασή του
στις τιµές των κρυπτονοµισµάτων.

Επίσης, µοντέλα µηχανικής µάθησης εµπλουτισµένα µε ανάλυση συναισθήµατος έχουν
αναπτυχθεί ώστε να µειωθεί το επενδυτικό ϱίσκο. Ακόµη παρουσιάστηκε ένα µοντέλο το-
ποθετώντας ϐάρη στα σκορ που προκύπτουν από ανάλυση συναισθήµατος, εξετάζοντας την
επιρροή των χρηστών του Twitter, ώστε να προχωρήσουν σε πρόβλεψη των τιµών των κρυπτο-
νοµισµάτων Bitcoin, Ethereum, Ripple και άλλων [57]. Τα αποτελέσµατα τους επιβεβαίωσαν
ότι η χρήση συναισθήµατος ως χαρακτηριστικό του µοντέλου ϐελτίωσε τα αποτελέσµατα, αλ-
λά και ότι η αύξηση του αριθµού των χαρακτηριστικών δεν οδηγεί πάντα σε ϐελτίωση της
επίδοσης της πρόβλεψης.

Πρόσφατες έρευνες εξετάζουν ακόµα περισσότερο τον εµπλουτισµό µοντέλων µε ανάλυση
συναισθήµατος. Πιο συγκεκριµένα, ερευνητές συνδύασαν ανάλυση συναισθήµατος µε µο-
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ντέλα µηχανικής µάθησης όπως LSTM, ARIMA και XGBoost, καταλήγοντας ότι το µοντέλο
LSTM είχε καλύτερη απόδοση σε σχέση µε τα υπόλοιπα [14]. Επίσης, ερευνητές εξέτασαν
δεδοµένα Bitcoin και Ethereum ώστε να ερευνήσουν τη συσχέτιση µεταξύ Twitter και διακυ-
µάνσεων της τιµής των κρυπτονοµισµάτων [58]. Ακόµη, κατά την εργασία [59] έγινε χρήση
ανάλυσης συναισθήµατος µε δεδοµένα από µέσα κοινωνικής δικτύωσης και τίτλους ειδήσεων
του οικονοµικού του τοµέα, συνδυάζοντας αυτά τα δεδοµένα µε ένα µοντέλο LSTM(stacked),
µεταξύ άλλων, για πρόβλεψη της τιµής του Bitcoin. Το αποτέλεσµα ήταν η ϐελτίωση της
απόδοσης του LSTM µοντέλου.

Τα παραπάνω αποτελέσµατα υπογραµµίζουν τον κρίσιµο ϱόλο της ανάλυσης συναι-
σθήµατος στην πρόβλεψη της τιµής του Bitcoin. Με τα µέσα κοινωνικής δικτύωσης και
τη διάθεση των ειδήσεων να διαµορφώνουν την κοινωνική αντίληψη και να επηρεάζουν τις
οικονοµικές αποφάσεις τους, ο εµπλουτισµός των µοντέλων µηχανικής και ϐαθιάς µάθησης
µε δεδοµένα συναισθήµατος αποτελεί µια πολλά υποσχόµενη κατεύθυνση για τη ϐελτίωση
της πρόβλεψης της τιµής του Bitcoin.

2.5 Προτεινόµενο Μοντέλο και η πορεία που ϑα ακολουθηθεί

Λαµβάνοντας υπόψη τα παραπάνω, η πορεία που ϑα ακολουθήσουµε στο πλαίσιο αυτής
της εργασίας είναι ο συνδυασµός µοντέλων µετασχηµατιστών και ειδικότερα του Informer,
για την πρόβλεψη της µακροχρόνιας τιµής του Bitcoin (για την οποία, όπως προαναφέραµε,
σύµφωνα µε τα όσα συναντήσαµε υπάρχει κενό στη ϐιβλιογραφία). ΄Οσον αφορά τις δυο
κυριότερες προκλήσεις που παρουσιάζουν τα µοντέλα µετασχηµατιστών για τη πρόβλεψη
χρονοσειρών που προαναφέραµε, την απώλεια ϐραχυχρόνιας χρονικής πληροφορίας (δυ-
σκολία ανίχνευσης ϐραχυπρόθεσµων µοτίβων), αλλά και την αδυναµία διαχείρισης µακρο-
πρόθεσµων εξαρτήσεων προτείνουµε τρόπους αντιµετώπισής τους. Για το πρώτο, προχωράµε
σε σειριακή χρήση συνελικτικών δικτύων (Conv1d) και χρησιµοποιώντας Residual Connec-
tion ανάµεσα στην τελική έξοδό τους και στην έξοδο του µηχανισµού προσοχής. Για το
δεύτερο, προχωράµε στη χρήση του µοντέλου Informer και πιο συγκεκριµένα αξιοποιώντας
τον µηχανισµό Probsparse Attention ο οποίος αξιοποιεί την αραιότητα των ερωτηµάτων· τα
περισσότερα ερωτήµατα χρειάζεται να εστιάσουν µόνο σε λίγα ϐασικά στοιχεία της της χρο-
νοσειράς αντί για όλα, µειώνοντας έτσι τα δεδοµένα µεγάλων χρονικών παραθύρων. Στην
συνέχεια κάνουµε χρήση µεγάλων γλωσσικών µοντέλων για εξόρυξη συναισθήµατος από ει-
δήσεις, ώστε να εξετάσουµε την πορεία της ακρίβειας του µοντέλου πρόβλεψης της τιµής
Bitcoin υπό τον εµπλουτισµό του µε αυτή την πληροφορία.
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Κεφάλαιο 3

Μοντέλα

3.1 Μοντέλο Μακράς Βραχυπρόθεσµης Μνήµης (LSTM)

Το µοντέλο LSTM είναι ένας τύπος αναδροµικού νευρωνικού δικτύου (RNN ) που αντιµε-
τωπίζει το πρόβληµα εξαφάνισης των κλίσεων και είναι ιδιαίτερα αποτελεσµατικό για

την εκµάθηση µακροπρόθεσµων εξαρτήσεων σε ακολουθιακά δεδοµένα [60], πράγµα που
το καθιστά ιδιαίτερα χρήσιµο για µακροπρόθεσµη πρόβλεψη της τιµής του Bitcoin. Εισάγει
την έννοια των κελιών µνήµης (memory cells) και των µηχανισµών πυλών (gate mechanisms)
που ϱυθµίζουν τη ϱοή της πληροφορίας.

΄Ενα κελί LSTM περιλαµβάνει τα εξής στοιχεία :

• Πύλη Λήθης: Αποφασίζει ποιες πληροφορίες από την προηγούµενη κατάσταση του
κελιού πρέπει να απορριφθούν.

• Πύλη Εισόδου: Ελέγχει ποιες νέες πληροφορίες πρέπει να προστεθούν στην κατάστα-
ση του κελιού

• Πύλη Εξόδου: Καθορίζει ποια πρέπει να είναι η επόµενη κρυφή κατάσταση (έξοδος).

3.1.1 Πύλη λήθης (forget gate)

Αρχικά, το πρώτο ϐήµα του µοντέλου είναι επιλεχθεί η πληροφορία η οποία πρέπει να
αφαιρεθεί από την κατάσταση του κελιού. Λαµβάνει ως είσοδο το ht−1 και xt , έχοντας ως
έξοδο έναν αριθµό από 0 έως 1, για κάθε αριθµό στην κατάσταση κελιού Ct−1. Η τιµή 1
δηλώνει ότι το µοντέλο λαµβάνει υπόψη όλη την πληροφορία ενώ η τιµή 0 ότι την αγνοεί.

ft = σ(Wf · [ht−1, xt] + bf )

όπου ft είναι η πύλη λήθης, xt η είσοδος τη χρονική στιγµή t, ht−1 η έξοδος της προηγούµενης
χρονικής στιγµής, σ είναι η σιγµοειδής συνάρτηση ενεργοποίησης,Wf είναι ο πίνακας ϐαρών
της πύλης λήθης και bf είναι ο όρος µεροληψίας.

3.1.2 Πύλη Εισόδου (input gate)

Στο επόµενο ϐήµα, γίνεται διαλογή της πληροφορίας που πρόκειται να δεσµεύσουµε
στην κατάσταση του κελιού. Αυτή η διαδικασία απαρτίζεται από 2 επιµέρους µέρη. Αρχικά,
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Σχήµα 3.1: Εικονογράφηση του µοντέλου LSTM
(Πηγή [60])

ένα σιγµοειδές επίπεδο αποφασίζει ποιες τιµές ϑα τροποποιηθούν.

it = σ(Wi · [ht−1, xt] + bi)

όπου it είναι η πύλη εισόδου (σιγµοειδές επίπεδο), Wi είναι ο πίνακας ϐαρών για την πύλη
εισόδου, ht−1 η έξοδος της προηγούµενης χρονικής στιγµής, xt η είσοδος τη χρονική στιγµή
t και bi είναι ο όρος µεροληψίας.

Στη συνέχεια, ένα επίπεδο υπερβολικής εφαπτοµένης δηµιουργεί ένα διάνυσµα νέων
υποψήφιων τιµών C̃t , το οποίο ενδέχεται να προστεθεί στην τρέχουσα κατάσταση:

C̃t = tanh(WC · [ht−1, xt] + bC)

όπου tanh είναι η υπερβολική εφαπτοµένη, ώστε οι τιµές να είναι ανάµεσα σε -1 και 1,
WC είναι ο πίνακας ϐαρών για την προτεινόµενη κατάσταση κελιού και bC είναι ο όρος
µεροληψίας.

΄Ετσι, ϕτάνουµε στο σηµείο όπου είµαστε σε ϑέση να αναβαθµίσουµε την προηγούµενη
κατάσταση Ct−1 στη νέα Ct . Κάνουµε χρήση των 2 ϐηµάτων που έχουν προηγηθεί, συ-
γκεκριµένα αθροίζουµε τα γινόµενα κατά στοιχείο της πύλης λήθης και της προηγούµενης
κατάστασης Ct−1 µε την πύλη εισόδου και ενηµερώνουµε την κατάσταση του κελιού:

Ct = ft ⊙ Ct−1 + it ⊙ C̃t

όπου Ct είναι η ενηµερωµένη κατάσταση κελιού και αποτελεί την πρώτη έξοδο του µοντέλου,
η οποία εµπεριέχει την µακροπρόθεσµη µνήµη του µοντέλου.

3.1.3 Πύλη εξόδου (output gate)

Τελικά, γίνεται διαλογή του τι ϑα έχουµε ως έξοδο ht , η οποία συµβολίζει την ϐραχυ-
πρόθεσµη µνήµη του µοντέλου. Η έξοδος ϑα ϐασίζεται στο Ct από το οποίο ϑα έχει γίνει η
κατάλληλη διαλογή. ΄Ετσι ορίζεται αρχικά ο όρος ot ο οποίος συµβολίζει διαισθητικά ποιο
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3.1.4 Κρυφή κατάσταση (hidden state)

µέρος της µνήµης να διατηρηθεί για την έξοδο.

ot = σ(Wo · [ht−1, xt] + bo)

όπου Wo είναι ο πίνακας ϐαρών για την πύλη εξόδου, xt η είσοδος τη χρονική στιγµή t, ht−1

η έξοδος της προηγούµενης χρονικής στιγµής, bo είναι ο όρος µεροληψίας και σ είναι η
σιγµοειδής συνάρτηση ενεργοποίησης.

3.1.4 Κρυφή κατάσταση (hidden state)

Τέλος, κάνουµε χρήση του όρου ot σε γινόµενο κατά στοιχείο µε το µε το tanh(Ct):

ht = ot ⊙ tanh(Ct)

όπου ht είναι η έξοδος της κρυφής κατάστασης για το τρέχον χρονικό ϐήµα.

3.2 Τα µοντέλα Μετασχηµατιστών (Transformers)

Το µοντέλο µετασχηµατιστή (Σχήµα 3.2) αποτέλεσε εφαλτήριο ανάπτυξης στους τοµε-
ίς της ϕυσικής γλώσσας και γενικότερα σε ένα ευρύ ϕάσµα της τεχνητής νοηµοσύνης [1].
Αντικαθιστώντας τα παραδοσιακά αναδροµικά µοντέλα (όπως LSTM, GRU και RNN), προ-
σφέρει τη δυνατότητα επεξεργασίας αυξηµένου όγκου δεδοµένων και εξαρτήσεων µεγαλύτε-
ϱης εµβέλειας. Τα κύρια µέρη του µοντέλου αποτελούν ο κωδικοποιητής (encoder) και ο
αποκωδικοποιητής (decoder), οι οποίοι χρησιµοποιούν αυτοπροσοχή πολλαπλών κεφαλών

(multi-head attention) καθώς και τα επίπεδα εµπρόσθιας τροφοδότησης (feed-forward).

Αρχικά η είσοδος του µοντέλου περνάει από ένα επίπεδο embedding, όπου παίρνει και
µια διάσταση. Στη συνέχεια περνάει από positional embedding, όπου γίνεται και η κωδικο-
ποίηση ϑέσης και οδηγείται στο µηχανισµό αυτο-προσοχής πολλαπλών κεφαλών, η έξοδός
του οποίου µέσω υπολειπόµενων συνδέσεων αθροίζεται και κανονικοποιείται µε την είσοδο
τους. Το αποτέλεσµα που προκύπτει περνάει από ένα δίκτυο πρόσθιας τροφοδότησης και
γίνεται χρήση υπολειπόµενης σύνδεσης µε την αρχική είσοδο και έξοδο του δικτύου. Από
την τελική έξοδο του κωδικοποιητή προκύπτουν τα ερωτήµατα (queries) και τα κλειδιά (keys)
του µηχανισµού διασταυρούµενης προσοχής. Παράλληλα, στον αποκωδικοποιητή έχουµε
την ίδια διαδικασία µε τη διαφορά τη ϑέση του µηχανισµού αυτοπροσοχής πολλαπλών κεφα-
λών να την παίρνει ο µηχανισµός αυτοπροσοχής πολλαπλών κεφαλών µε κάλυψη. Από την
έξοδο αυτής της διαδικασίας προκύπτουν και οι τιµές για τη διασταυρούµενη προσοχή που
ακολουθεί µε τις υπολειπόµενες συνδέσεις. ΄Ιδια τεχνική ακολουθείται στον κωδικοποιητή,
στη συνέχεια η έξοδος τους περνά από ένα δίκτυο πρόσθιας τροφοδότησης όπου γίνεται ξανά
χρήση της ίδιας τεχνικής, όπως προηγουµένως. Τέλος η έξοδος του κωδικοποιητή περνά από
ένα γραµµικό επίπεδο και στην έξοδό του δικτύου γίνεται χρήση της συνάρτησης softmax
έτσι ώστε να προκύψουν πιθανότητες.
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Σχήµα 3.2: Η µορφή του µοντέλου µετασχηµατιστή (Πηγή[1])

Σχήµα 3.3: Αριστερά, η κλιµακωτή προσοχή (Scaled Dot-Product Attention). ∆εξιά η προσοχή
πολλαπλών κεφαλών (Multi-Head Attention) αποτελείται από πολλά επίπεδα προσοχής που
λειτουργούν παράλληλα (Πηγή[1])
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3.2.1 Μηχανισµός Αυτοπροσοχής (self-attention)

Ο µηχανισµός αυτοπροσοχής αποτελεί κοµβικό κοµµάτι του µοντέλου µετασχηµατιστή.
Ο ϱόλος του είναι να επιτρέπει κάθε επιµέρους κοµµάτι (token) της ακολουθίας να αποδίδει
την πρέπουσα σηµασία σε κάθε κοµµάτι της ακολουθίας, καθιστώντας έτσι εφικτό να κατα-
γραφούν εξαρτήσεις µεταξύ αποµακρυσµένων συµβόλων. Το παραπάνω καθίσταται εφικτό
υπολογίζοντας ένα σταθµισµένο άθροισµα στη ϐάση της οµοιότητας µεταξύ του ερωτήµατος

(query), του κλειδιού (key) και της τιµής (value).
∆εδοµένης µιας ακολουθίας διανυσµάτων εισόδου X = {x1, x2, . . . , xn}, κάθε σύµβολο xi

προβάλλεται σε τρία διανύσµατα: Ερώτηµα (Q), Κλειδί (K) και Τιµή (V ) µέσω µαθηµένων
γραµµικών µετασχηµατισµών.

Προσοχή Με Κλιµακωµένο Εσωτερικό Γινόµενο(Scaled − Dot − Product)

Ο µηχανισµός προσοχής ϐασίζεται στο κλιµακωµένο εσωτερικό γινόµενο (scaled dot-
product) µεταξύ των ερωτηµάτων και των κλειδιών. Η τιµή προσοχής aij µεταξύ του συµβόλου
xi και xj υπολογίζεται ως :

aij =
qTi kj
√
dk

΄Οπου qi είναι το ερώτηµα για το σύµβολο xi , kj είναι το κλειδί για το σύµβολο xj και dk είναι
η διάσταση του διανύσµατος κλειδιού.

Ο πίνακας προσοχής υπολογίζεται λαµβάνοντας το softmax των εσωτερικών γινοµένων
για να κανονικοποιηθούν οι ϐαθµολογίες :

Attention(Q,K, V ) = softmax
(
QKT
√
dk

)
V

όπου Q ∈ Rn×dk είναι ο πίνακας ερωτηµάτων (για n σύµβολα), K ∈ Rn×dk είναι ο πίνακας
κλειδιών και V ∈ Rn×dv είναι ο πίνακας τιµών.

Το αποτέλεσµα αυτής της λειτουργίας είναι ένας πίνακας διαστάσεων n × dv, ο οποίος
είναι ένα σταθµισµένο άθροισµα των τιµών µε ϐάση τις ϐαθµολογίες προσοχής.

Πολυκέφαλη Προσοχή (Multi-Head Attention)

Με σκοπό να γίνει εφικτό στο µοντέλο να δίνει προσοχή σε επιµέρους υπόχωρους α-
ναπαράστασης, το µοντέλο µετασχηµατιστή κάνει χρήση πολυκέφαλης προσοχής (Σχήµα
3.3). Πιο συγκεκριµένα γίνεται χρήση h κεφαλών προσοχής, όπου κάθε κεφαλή προσοχής
αξιοποιεί το προαναφερθέντα κλιµακώµενο εσωτερικό γινόµενο Q, K και V . Το τελικό απο-
τέλεσµα της πολυκέφαλης προσοχής προκύπτει τις εφαρµόζοντας γραµµικό µετασχηµατισµό
στις εξόδους όλων των κεφαλών:

MultiHead(Q,K, V ) = Concat(head1,head2, . . . ,headh)WO

΄Οπου:
headi = Attention(QWQ

i , KW
K
i , VW

V
i )
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και WQ
i ,W

K
i ,W

V
i ∈ R

dµοδελ×dk είναι εκπαιδευµένοι πίνακες προβολής για κάθε κεφαλή προ-
σοχής, WO ∈ Rh·dv×dµοδελ είναι ο πίνακας εξόδου της προβολής και h είναι ο αριθµός των
κεφαλών προσοχής.

Κάθε κεφαλή υπολογίζει τις δικές της ϐαθµολογίες προσοχής ανεξάρτητα, οι οποίες στη
συνέχεια συνδυάζονται και προβάλλονται στη διάσταση εξόδου dµοδελ.

Κωδικοποίηση Θέσης

Παρατηρώντας ότι η δοµή του µοντέλου µετασχηµατιστή δε ϐασίζεται σε αναδροµικές ή
συνελικτικές δοµές, γίνεται αντιληπτό ότι η εγγενής σειρά των συµβόλων δεν καταγράφεται.
Προς αυτήν την κατεύθυνση, ϑέλοντας να δοθεί στο µοντέλο η αίσθηση ϑέσης των συµβόλων,
προστίθεται κωδικοποίηση ϑέσης στις ενσωµατώσεις εισόδου. Η κωδικοποίηση ϑέσης για
κάθε ϑέση i και διάσταση k δίνεται από:

PE(i,2k) = sin
( i

100002k/dmodel

)
PE(i,2k + 1) = cos

( i

100002k/dmodel

)
΄Οπου i είναι η ϑέση του συµβόλου, k είναι η διάσταση και dmodel είναι η διάσταση του
µοντέλου.

Οι κωδικοποιήσεις ϑέσης προστίθενται στις ενσωµατώσεις εισόδου για να παρέχουν πλη-
ϱοφορίες ϑέσης στο µοντέλο.

Αρχιτεκτονική Κωδικοποιητή-Αποκωδικοποιητή

Το µοντέλο µετασχηµατιστή αποτελείται από δυο µέρη, τον κωδικοποιητή και τον απο-
κωδικοποιητή. Αµφότεροι απαρτίζονται από µια σειρά (ιδίων) επιπέδων, µε την κάθε µία να
παρέχει µηχανισµούς πολυκέφαλης προσοχής και νευρωνικά δίκτυα πρόσθιας τροφοδότη-
σης.

Επίπεδα Κωδικοποιητή

Κάθε επίπεδο κωδικοποιητή αποτελείται από δύο κύρια στοιχεία :

1. Μηχανισµό Προσοχής Πολλαπλών Κεφαλών: Επιτρέπει στον κωδικοποιητή να ε-
στιάζει σε διαφορετικά µέρη της ακολουθίας εισόδου.

2. ∆ίκτυο Πρόσθιας Τροφοδότησης FFN : ΄Ενα πλήρως συνδεδεµένο δίκτυο ανά ϑέση
µε ηµιγραµµική συνάρτηση ενεργοποίησης στους νευρώνες.

Το επίπεδο της κωδικοποίησης µπορεί να εκφραστεί ως :

Encoder(X ) = FFN(MultiHead(X )) + X

΄Οπου X είναι η ακολουθία εισόδου και η υπολειµµατική σύνδεση +X ϐοηθά στη ϱοή των
κλίσεων κατά τη διάρκεια της εκπαίδευσης.
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Στρώση Αποκωδικοποιητή

Ο αποκωδικοποιητής είναι δοµηµένος παρόµοια µε τον κωδικοποιητή, µε τη διαφορά
οτι περικλείει ένα ακόµα επίπεδο προσοχής, το οποίο παρέχει προσοχή στην έξοδο του
αποκωδικοποιητή. Τα κύρια µέρη του αποκωδικοποιτή είναι τα παρακάτω:

1. Μηχανισµός Προσοχής Πολλαπλών Κεφαλών µε Κάλυψη: Εξασφαλίζει ότι ο απο-
κωδικοποιητής δίνει προσοχή µόνο στα προηγούµενα σύµβολα (για να αποτρέψει τη
χρήση µελλοντικών συµβόλων κατά την εκπαίδευση).

2. Μηχανισµός ∆ιασταυρούµενης Προσοχής Πολλαπλών Κεφαλών: ∆ίνει προσοχή
στην έξοδο του κωδικοποιητή.

3. ∆ίκτυο Πρόσθιας Τροφοδότησης (FFN).

Ο µηχανισµός διασταυρούµενης προσοχής πολλαπλών κεφαλών λειτουργεί όπως και ο
µηχανισµός προσοχής του κωδικοποιητή, µε τη διαφορά να έγκειται στο οτι οι τιµές και τα
κλειδιά προκύπτουν από την έξοδο του κωδικοποιητή και οι ερωτήσεις από τα προηγούµενα
επίπεδα.

Ο µηχανισµός προσοχής πολλαπλών κεφαλών µε κάλυψη λειτουργεί µε τον ίδιο τρόπο
µε τον µηχανισµό προσοχής του κωδικοποιητή, µε την διαφορά να είναι η χρήση µάσκας,
πιο συγκεκριµένα η κάλυψη των υπόλοιπον στοιχείων από αυτό που εξετάζεται και µετά.

Πιο συγκεκριµένα, ο µηχανισµός προσοχής πολλαπλών κεφαλών µε κάλυψη περιορίζει
ποια στοιχεία της ακολουθίας µπορεί να ῾῾παρατηρεί᾿᾿ το κάθε στοιχείο. Αυτό επιτυγχάνεται
µέσω µιας µήτρας µάσκαςM, η οποία προστίθεται στους υπολογισµούς προσοχής. Η ϐασική
εξίσωση είναι :

MaskedAttention(Q,K, V ) = softmax
(
QKT
√
dk
+M

)
V

όπου Q ο πίνακας ερωτήσεων (query matrix), K ο πίνακας κλειδιών (key matrix), V ο πίνακας

τιµών (value matrix) και M η µήτρα µάσκας που περιορίζει την προσοχή.
Η µάσκα είναι µια µήτρα M , όπου οι ϑέσεις που δεν πρέπει να λαµβάνονται υπόψη

έχουν τιµή −∞, ώστε µετά την εφαρµογή της λειτουργίας softmax να µη συνεισφέρουν. Στον
µηχανισµό αιτιότητας, η µήτρα µάσκας είναι τριγωνική:

M =


0 −∞ −∞ . . .

0 0 −∞ . . .

0 0 0 . . .
...

...
...

. . .


και η τελική εξίσωση γίνεται :

scores =
QKT
√
dk
+M

Χρήση Μάσκας

Η µασκαρισµένη αυτοπροσοχή χρησιµοποιείται για δύο ϐασικούς λόγους :
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• ∆ιατήρηση Αιτιότητας: Σε εργασίες όπως η γλωσσική µοντελοποίηση, το αποτέλεσµα
σε µια χρονική στιγµή t πρέπει να εξαρτάται µόνο από τις εισόδους που έχουν ήδη
παρατηρηθεί (≤ t) και όχι από µελλοντικές πληροφορίες.

• ∆ιαχείριση Συµπλήρωσης (Padding): Σε ακολουθίες διαφορετικού µήκους, οι µι-
κρότερες ακολουθίες συµπληρώνονται µε τιµές (padding). Η µάσκα εξασφαλίζει ότι οι
συµπληρωµένες ϑέσεις δεν επηρεάζουν τους υπολογισµούς.

3.2.2 Ολοκληρωµένο Μοντέλο Μετασχηµατιστή

Το ολοκληρωµένο µοντέλο µετασχηµατιστή λειτουργεί ως εξής :

1. Η ακολουθία εισόδου περνά από ένα επίπεδο ενσωµάτωσης και προστίθεται η κωδικο-
ποίηση ϑέσης.

2. Η ακολουθία περνά µέσα από µια στοίβα επιπέδων κωδικοποιητή

3. Ο αποκωδικοποιητής δίνει προσοχή στην έξοδο του αποκωδικοποιητή και στα προη-
γούµενα σύµβολα για να δηµιουργήσει την ακολουθία εξόδου.

4. Η έξοδος του αποκωδικοποιητή περνά από µια ένα τελικό γραµµικό επίπεδο, και ε-
ϕαρµόζεται softmax για την παραγωγή πιθανότητας για κάθε σύµβολο της ακολουθίας.

Σύνοψη Μοντέλου

Το µοντέλο µετασχηµατιστή αποτελείται από τα εξής στοιχεία :

• Ακολουθία Εισόδου X = [x1, x2, . . . , xn].

• Επίπεδο Ενσωµάτωσης : Μετατρέπει τα σύµβολα εισόδου σε πυκνά διανύσµατα δια-
στάσεων dmodel.

• Κωδικοποιητής : Μια στοίβα πολυκέφαλης αυτοπροσοχής και επιπέδων εµπρόσθιας
τροφοδότησης.

• Αποκωδικοποιητής : Μια στοίβα µασκοποιηµένης πολυκέφαλης αυτοπροσοχής, δια-
σταυρούµενης πολυκέφαλης προσοχής µε τον κωδικοποιητή, και επιπέδων εµπρόσθιας
τροφοδότησης.

• Ακολουθία Εξόδου Y = [y1, y2, . . . , ym].

Το ολοκληρωµένο µοντέλο µετασχηµατιστή λειτουργεί όπως παρουσιάζεται παρακάτω.
Αρχικά, η ακολουθία εισόδου X = [x1, x2, . . . , xn] περνά από ένα επίπεδο ενσωµάτωσης
και προστίθεται η κωδικοποίηση ϑέσης. Ακολουθεί η λειτουργία ενσωµάτωσης, η οποία
µετατρέπει τα σύµβολα εισόδου σε πυκνά διανύσµατα διαστάσεων dmodel. Στη συνέχεια, η
ακολουθία περνά µέσα από µια στοίβα επιπέδων κωδικοποιητή, όπου ο κωδικοποιητής α-
ποτελεί µια στοίβα πολυκέφαλης αυτοπροσοχής και επιπέδων εµπρόσθιας τροφοδότησης.
Παρακάτω, ο αποκωδικοποιητής δίνει προσοχή στην έξοδο του κωδικοποιητή και στα προη-
γούµενα σύµβολα για να δηµιουργήσει την ακολουθία εξόδου. Η έξοδος του αποκωδικοποι-
ητή περνά από ένα τελικό γραµµικό επίπεδο, και εφαρµόζεται softmax για την παραγωγή
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πιθανότητας για κάθε σύµβολο της ακολουθίας, µε την τελική ακολουθία εξόδου να έχει τη
µορφή Y = [y1, y2, . . . , ym].

3.2.3 Το BERT ως µοντέλο µόνο κωδικοποίησης

Το µοντέλο BERT χρησιµοποιεί αποκλειστικά τη στοίβα των κωδικοποιητών του µοντέλου
µετασχηµατιστή (Σχήµα 3.2). Αυτό σηµαίνει ότι

• Εστιάζει στην κατανόηση και δηµιουργία αναπαραστάσεων του κειµένου.

• Ο σχεδιασµός του BERT περιλαµβάνει πολλαπλά επίπεδα κωδικοποίησης, καθένα
από τα οποία διαθέτει µηχανισµούς προσοχής και δίκτυα πρόσθιας τροφοδότησης,
παρόµοια µε τον αρχικό κωδικοποιητή του µετασχηµατιστή.

Βασικά Χαρακτηριστικά του BERT

Αµφίδροµη Προσοχή (Bidirectional Attention)

Η διαφοροποίηση του µοντέλου µε τα παλαιότερα µοντέλα µετασχηµατιστών (π.χ. GPT

ή αποκωδικοποιητές) είναι στον τρόπο που επεξεργάζεται το κείµενο. Σε αντίθεση µε τα
τελευταία που επεξεργάζονται το κείµενο κατά µια κατεύθυνση (από αριστερά προς τα δεξιά
ή το αντίστροφο) το BERT επεξεργάζεται το κείµενο µε αµφίδροµο τρόπο. Κατά αυτόν τον
τρόπο επιτυγχάνεται η σύλληψη των νοηµάτων των συµφραζοµένων από την αριστερά αλλά
και από τη δεξιά πλευρά ταυτοχρόνως.

Αµφίδροµη Αυτοπροσοχή (Bidirectional Self-Attention)

Η αµφίδροµη αυτοπροσοχή επιτρέπει σε κάθε στοιχείο µιας ακολουθίας να λαµβάνει
υπόψη τόσο τα προηγούµενα όσο και τα επόµενα στοιχεία, ενισχύοντας έτσι την κατανόηση
του πλαισίου που εξετάζεται. Η ϐασική εξίσωση της αυτοπροσοχής παραµένει :

Attention(Q,K, V ) = softmax
(
QKT
√
dk

)
V

όπου Q πίνακας ερωτήσεων, K πίνακας κλειδιών και V πίνακας τιµών.
Η διαφορά της αµφίδροµης προσοχής µε τη µασκαρισµένη προσοχή έγκειται στο ότι η

πρώτη επιτρέπει στο µοντέλο να λαµβάνει υπόψιν της την ακολουθία σε όλο της το µέγε-
ϑος, καθιστώντας τη κατάλληλη για εφαρµογές όπως η κατανόηση κειµένου και η ανάλυση
συναισθήµατος.

Στόχοι Προεκπαίδευσης (Pretraining Objectives)

• Masked Language Modeling (MLM): Το BERT καλύπτει (mask) ορισµένες λέξεις στην
είσοδο και προβλέπει τις κρυµµένες λέξεις, εκπαιδεύοντας έτσι το µοντέλο να κατανοεί
το πλαίσιο του κειµένου.

• Next Sentence Prediction (NSP): Το BERT προβλέπει εάν δύο προτάσεις ακολουθούν
η µία την άλλη, ϐοηθώντας το να µάθει σχέσεις µεταξύ προτάσεων.
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Επέκταση µετασχηµατιστών και σε άλλους τοµείς

΄Οπως αναφέρθηκε και παραπάνω η αρχιτεκτονική των µετασχηµατιστών δηµιούργησε
νέες κατευθύνσεις στον τοµέα της τεχνητής νοηµοσύνης, αρχικά στον τοµέα της Επεξεργασίας
Φυσικής Γλώσσας και µετέπειτα η χρήση του επεκτάθηκε σε ποικίλους τοµείς, ενδεικτικά
µεταξύ άλλων:

Υπολογιστική ΄Οραση: Χρήση µοντέλων µετασχηµατιστών στα πλαίσια της αναγνώρισης
εικόνων, του εντοπισµού αντικειµένων σε ϕωτογραφίες ή ϐίντεο, καθώς επίσης και για την
ανάλυση εξειδικευµένων εικόνων· χαρακτηριστικό παράδειγµα η χρήση τους για ιατρικές
διαγνώσεις µέσω απεικονιστικών εξετάσεων (π.χ. ακτινογραφίες ή µαγνητικές τοµογραφίες).

Οµιλία: Ακόµα, τα µοντέλα µετασχηµατιστών έχουν εξελιχθεί ώστε να αποτυπώνουν
την ανθρώπινη οµιλία σε κείµενο µε υψηλή ακρίβεια (Speech-to-Text), αλλά και για να
αναγνωρίζεται η ταυτότητα του οµιλητή µε ϐάση τη ϕωνή του.

∆ηµιουργία Περιεχοµένου: Τα µοντέλα GPT δίνουν τη δυνατότητα παραγωγής κει-
µένων ϕυσικής γλώσσας, πρότυπων εικόνων µέσω µοντέλων όπως το DALL-E, αλλά και
σύνθεσης µουσικής.

Ροµποτική και Αυτόνοµα Συστήµατα: ΄Ενας ακόµη σηµαντικός τοµέας που χρησι-
µοποιούνται τα µοντέλα µετασχηµατιστών είναι αυτός των ϱοµπότ και αυτόνοµων οχηµάτων
όπου επιτυγχάνουν να πλοηγούνται στον ϕυσικό κόσµο, να λαµβάνουν αποφάσεις σε πραγ-
µατικό χρόνο και να ερµηνεύουν δεδοµένα από διάφορους αισθητήρες, εξασφαλίζοντας έτσι
την ασφαλή και αποδοτική λειτουργία τους.

Γενετική και Βιολογία: Επίσης, τα µοντέλα µετασχηµατιστών χρησιµοποιούνται για
την ανάλυση γονιδιώµατος, την ανάγνωση αλληλουχιών DNA/RNA συµβάλλοντας κατά αυτό
τον τρόπο στην κατανόηση πολύπλοκων ϐιολογικών µηχανισµών και την δηµιουργία νέων
ϕαρµάκων.

Οικονοµία και Επιχειρήσεις: Τα µοντέλα µετασχηµατιστών εφαρµόζονται για την α-
νάλυση χρηµατοοικονοµικών δεδοµένων, την πρόβλεψη τάσεων των αγορών και την υπο-
στήριξη για τη λήψη αποφάσεων σε επιχειρηµατικό περιβάλλον, παρέχοντας έτσι ανταγωνι-
στικό πλεονέκτηµα µέσω της αξιοποίησης των δεδοµένων.

Σε αυτό το σηµείο, ϑα επικεντρωθούµε στη χρήση µοντέλων µετασχηµατιστών σε δεδο-
µένα χρονοσειρών. ΄Ενα από τα πιο προβεβληµένα µοντέλα, µε το οποίο και ϑα ασχοληθούµε,
είναι το Informer.

3.2.4 Μοντέλο Informer

Το µοντέλο Informer [42] αποτελεί µια προσπάθεια τροποποίησης του µοντέλου µετα-
σχηµατιστή, µε σκοπό την καλύτερη εφαρµογή του σε δεδοµένα χρονοσειρών. Αντίθετα µε
το µοντέλο LSTM, το οποίο ϐασίζεται σε σειριακή επεξεργασία, τα µοντέλα µετασχηµατιστών
και κατ΄ επέκταση ο Informer αξιοποιούν τον µηχανισµό αυτοπροσοχής ώστε να αντιληφθούν
µακροπρόθεσµες εξαρτήσεις στα δεδοµένα. Ωστόσο, έγιναν αντιληπτοί κάποιοι περιορισµοί
των µοντέλων µετασχηµατιστών, όπως η υψηλή µνήµη που απαιτείται και η τετραγωνική χρο-
νική πολυπλοκότητα O(n2) (η οποία προκύπτει από τον µηχανισµό προσοχής), καθιστώντας
τα ανεπαρκή για µεγάλες ακολουθίες.
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Παρακάτω παρουσιάζεται η προτυποποίηση του προβλήµατος :

Xt =
{
xt1, xt2, . . . , xtLx | xti ∈ R

dx } (3.1)

και η έξοδος ή στόχος (προβλέψεις) είναι η αντίστοιχη ακολουθία διανυσµάτων:

Yt =
{
yt1, yt2, . . . , ytLy | yti ∈ R

dy
}

(3.2)

όπου xti , yti είναι οι σειρές εισόδου και εξόδου διανυσµάτων σε µια συγκεκριµένη χρονική
στιγµή t, και Lx , Ly είναι ο αριθµός των στοιχείων εισόδου και εξόδου, αντίστοιχα. Η Πρόβλε-
ψη Χρονοσειρών Μακράς Ακολουθίας (Long Sequence Time-Series Forecasting - LSTF) που
ϑα εξετάσουµε παρακάτω υποστηρίζει έναν επαρκώς µεγάλο µήκος εξόδου Ly, περισσότερο
από τις συνήθεις περιπτώσεις πρόβλεψης. Το Informer υποστηρίζει όλες τις προβλέψεις
(π.χ., πολυδιάστατο προς πολυδιάστατο, πολυδιάστατο προς µονοδιάστατο, κ.λπ.), όπου dx ,
dy είναι οι διαστάσεις χαρακτηριστικών εισόδου και εξόδου, αντίστοιχα.

Η δοµή του µοντέλου Informer παρουσιάζεται στο Σχήµα 3.4, οπου διακρίνονται ο κωδι-
κοποιητής και ο αποκωδικοποιητής. Αρχικά οι ακολουθίες περνούν από επίπεδο ενσωµάτω-
σης και από κωδικοποιητή Θέσης, όπως και στα µοντέλα µετασχηµατιστών.

Ο κωδικοποιητής χειρίζεται κυρίως µεγαλύτερες ακολουθίες εισόδου κάνοντας χρήση
του αραιού µηχανισµού αυτοπροσοχής, µιας τροποποίησης του παραδοσιακού µηχανισµο-
ύ αυτοπροσοχής. Το τραπεζοειδές κοµµάτι αναφέρεται στην εξαγόµενη λειτουργία αυτο-
προσοχής, η οποία µειώνει σηµαντικά το µέγεθος του δικτύου.

Ο Μηχανισµός Αυτοπροσοχής ProbSparse

Ο µηχανισµός αυτοπροσοχής ProbSparse µειώνει δραστικά το κόστος του υπολογισµού
σε σχέση µε τον κλασσικό µηχανισµς αυτοπροσοχής καταφέρνοντας ταυτόχρονα να διατη-
ϱήσει την αποτελεσµατικότητα του δεύτερου. ΄Οπως έχουµε ήδη δει παραπάνω, η ϐασική
έννοια του µηχανισµού προσοχής περιστρέφεται γύρω από τον υπολογισµό των ϐαρών προ-
σοχής για κάθε στοιχείο στην ακολουθία εισόδου, υποδεικνύοντας τη σηµασία τους για την
τρέχουσα έξοδο.

Αυτή η διαδικασία ξεκινά µε τη δηµιουργία διανυσµάτων ερωτήµατος q, κλειδιού k και
τιµής v για κάθε στοιχείο της ακολουθίας, όπου το διάνυσµα ερωτήµατος αντιπροσωπεύει την
τρέχουσα κατάσταση εξόδου του δικτύου, ενώ τα διανύσµατα κλειδιού και τιµής αντιστοιχούν
στο στοιχείο εισόδου και στο αντίστοιχο διάνυσµα χαρακτηριστικών του. Στη συνέχεια, αυτά
τα διανύσµατα χρησιµοποιούνται για τον υπολογισµό των ϐαρών προσοχής µέσω µιας κλιµα-
κωµένης σχέσης εσωτερικού γινοµένου, µετρώντας την οµοιότητα µεταξύ των διανυσµάτων.

Η συνάρτηση που συνοψίζει το µηχανισµό προσοχής γράφεται ως εξής :

Attention(Q,K, V ) = softmax
(
QK⊤
√
d

)
V (20)

ενώ η συνάρτηση που συνοψίζει το µηχανισµό προσοχής του Informer ως εξής :

Attention(Q,K, V )Informer = softmax
(
QK⊤
√
d

)
V (21)
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Σχήµα 3.4: Σύνοψη του µοντέλου Informer. Αριστερά: Ο κωδικοποιητής λαµβάνει µεγάλες
ακολουθίες εισόδου (σειρές µε πράσινο χρώµα). Αντικαθιστούµε την κλασική Self-Attention
µε την προτεινόµενη ProbSparse Self-Attention. Το µπλε τραπεζοειδές είναι η λειτουργία α-
πόσταξης (µείωση της ακολουθίας) Self-Attention για την εξαγωγή της κυρίαρχης προσοχής,
µειώνοντας σηµαντικά το µέγεθος του δικτύου. ∆εξιά : Ο Decoder λαµβάνει µεγάλες ακολου-
ϑίες εισόδου, γεµίζει τα στοιχεία στόχου µε µηδενικά, µετρά τη συνδυαστική προσοχή ϐάρους
του χάρτη χαρακτηριστικών και προβλέπει άµεσα τα στοιχεία εξόδου (σειρές µε πορτοκαλί
χρώµα) µε Genatative-style (Πηγή [42])

Η διαφορά ανάµεσα στις δυο εξισώσεις έγκειται στο ότι τα κλειδιά K δε σχετίζονται µε
όλες τις ερωτήσεις Q αλλά µε τα u επικρατέστερα, δηµιουργώντας κατ΄ αυτόν τον τρόπο τον
νέο πίνακα Q, ο οποίος προκύπτει µε τη χρήση του µηχανισµού αυτοπροσοχής ProbSparse.

Για έναν συγκεκριµένο διάνυσµα ερωτήµατος qi (τη i-οστή γραµµή του Q):

1. Υπολογίζουµε το γινόµενο των εσωτερικών qi και όλων των διανυσµάτων κλειδιών kj
(γραµµές του K).

2. Εφαρµόζουµε τη συνάρτηση Softmax για να κανονικοποιήσουµε τις ϐαθµολογίες σε
µια κατανοµή πιθανοτήτων για όλα τα κλειδιά.

3. Χρησιµοποιούµε αυτές τις πιθανοτήτων για να υπολογίσουµε το σταθµισµένο άθροισµα
των διανυσµάτων τιµών vj (γραµµές του V ).

Αυτό µπορεί να συνοψιστεί ως :

A(qi , K, V ) =
∑
j

p(kj |qi)vj,

44 ∆ιπλωµατική Εργασία



3.2.4 Μοντέλο Informer

όπου:

p(kj |qi) =
exp

(
qik⊤j
√
d

)
∑
l exp

(
qik⊤l√
d

)
αναπαριστά την πιθανότητα του kj δεδοµένου του qi .

Αυτή η διατύπωση ερµηνεύει τον µηχανισµό προσοχής ως µια πιθανότητα εξοµάλυνσης
πυρήνα, όπου

k(qi , kj) = exp

qik⊤j√
d


η συνάρτηση πυρήνα (στην περίπτωση αυτή, µια εκθετική συνάρτηση του εσωτερικού γινο-
µένου), που αναπαριστά πόσο το kj (ένα κλειδί) συνεισφέρει στο αποτέλεσµα προσοχής για
το qi (ένα ερώτηµα).

Η προσοχή του ερωτήµατος σε όλα τα κλειδιά ορίζεται ως µια πιθανότητα p(kj |qi) και το
αποτέλεσµα είναι η σύνθεσή του µε τις τιµές v. Τα κυρίαρχα Ϲεύγη εσωτερικών γινοµένων
ενισχύουν την αντίστοιχη κατανοµή πιθανοτήτων της προσοχής του ερωτήµατος µακριά από
την οµοιόµορφη κατανοµή. Αν p(kj |qi) είναι κοντά σε µια οµοιόµορφη κατανοµή q(kj |qi) =
1
LK

, η προσοχή αυτοµάτως µετατρέπεται σε ένα τυχαίο άθροισµα τιµών V και είναι περιττή
για την είσοδο.

Φυσικά, η ῾ὁµοιότητα᾿᾿ µεταξύ των κατανοµών p και q µπορεί να χρησιµοποιηθεί για να
διακρίνει τα ῾῾σηµαντικά᾿᾿ ερωτήµατα. Μετράµε την ῾ὁµοιότητα᾿᾿ µέσω της απόκλισης Kullback-
Leibler:

KL(q∥p) = ln

 LK∏
l=1

exp
(
qik⊤l
√
d

) − 1
LK

LK∑
j=1

qik⊤j
√
d
− ln LK .

Αφαιρώντας την σταθερά, ορίζουµε το µέτρο σπαρτικότητας(ή µη-οµοιοµορφίας) του i-οστού
ερωτήµατος ως :

M(qi , K) = ln

 LK∑
j=1

exp

qik⊤j√
d


 − 1

LK

LK∑
j=1

qik⊤j
√
d
,

Η παραπάνω συνάρτηση µεγιστοποιείται όταν η κατανοµή είναι ιδιαίτερα συγκεντρωµένη, και
ελαχιστοποιείται όταν είναι οµοιόµορφη, λειτουργώντας έτσι ως µέτρο σπαρτικότητας. όπου
ο πρώτος όρος είναι η Log-Sum-Exp (LSE) του qi σε όλα τα κλειδιά, και ο δεύτερος όρος
είναι ο αριθµητικός µέσος όρος τους. Αν το i-οστό ερώτηµα αποκτήσει µεγαλύτερο M(qi , K),
η πιθανότητα προσοχής του ϑα είναι πιο ῾῾ποικιλόµορφη᾿᾿ και έχει υψηλές πιθανότητες να
περιέχει τα κυρίαρχα Ϲεύγη εσωτερικών γινοµένων στο πεδίο επικεφαλίδας της κατανοµής
προσοχής µε µακρύ ουρά.

Για κάθε qi ∈ Rd και kj ∈ Rd στο σύνολο των κλειδιών K, υπάρχει το όριο :

ln LK ≤ M(qi , K) ≤ max
j

qik⊤j√d
 − 1

LK

Lk∑
j=1

qik⊤j
√
d
+ ln LK .

Η προτεινόµενη µέτρηση µέγιστου-µέσου όρου είναι η εξής :

M(qi , K) = max
j

qik⊤j√d
 − 1

LK

Lk∑
j=1

qik⊤j
√
d
. (22)
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Πιο συγκεκριµένα,βασισµένοι στη προτεινόµενη µέτρηση, έχουµε τον ProbSparse µη-
χανισµό αυτοπροσοχής επιτρέποντας σε κάθε κλειδί να συνδέεται µόνο µε τα u κυρίαρχα
ερωτήµατα:

A(Q,K, V ) = Softmax
(
QK⊤
√
d

)
V, (3)

όπου το Q είναι ένας αραιός πίνακας του ίδιου µεγέθους µε το q, ο οποίος περιέχει µόνο
τα Top-u ερωτήµατα υπό τη µέτρηση αραιότητας M(q, K). Ελεγχόµενος από έναν σταθερό
παράγοντα δειγµατοληψίας c, ορίζουµε u = c · ln LQ, πράγµα που καθιστά την ProbSparse
αυτοπροσοχή να χρειάζεται µόνο να υπολογίσει O(ln LQ) πράξεις εσωτερικού γινοµένου για
κάθε σύζευξη ερωτήµατος-κλειδιού και η µνήµη που χρησιµοποιείται από το επίπεδο πα-
ϱαµένει O(LK ln LQ). Από την οπτική γωνία των πολλαπλών κεφαλών, αυτή η προσοχή
δηµιουργεί διαφορετικά αραιά Ϲεύγη ερωτήµατος-κλειδιού για κάθε κεφαλή, αποφεύγοντας
έτσι σηµαντική απώλεια πληροφορίας.

Η µέτρηση αραιότητας M(qi , K) ορίζεται ως εξής :

M(qi , K) = max
j

qik⊤j√d
 − 1

LK

LK∑
j=1

qik⊤j
√
d
. (4)

Το εύρος του Top-u προσεγγιστικά ικανοποιεί τη χαλάρωση των ορίων. Σε περιπτώσεις
όπου η κατανοµή παρουσιάζει ϕαινόµενο µακριάς ουράς (long tail), χρειάζεται µόνο να επι-
λέξουµε ως δείγµατα τυχαία U = LK ln LQ Ϲεύγη εσωτερικού γινοµένου για να υπολογίσουµε
το M(qi , K), δηλαδή να γεµίσουµε τα υπόλοιπα Ϲεύγη µε µηδενικές τιµές. ΄Επειτα, επιλέγου-
µε τα αραιά Top-u από αυτά ως Q. Ο max-operator στο M(qi , K) είναι λιγότερο ευαίσθητος
σε µηδενικές τιµές και είναι αριθµητικά σταθερός. Στην πράξη, το µήκος εισόδου των ερωτη-

µάτων και των κλειδιών είναι συνήθως ισοδύναµο στον υπολογισµό αυτοπροσοχής, δηλαδή
LQ = LK = L, ώστε η συνολική χρονική και χωρική πολυπλοκότητα του ProbSparse αυτο-
προσοχής να είναι O(L ln L).

Εάν το i-οστό ερώτηµα (qi ) επιτυγχάνει υψηλότερο M(qi , K), η πιθανότητα προσοχής p
γίνεται πιο «ποικιλόµορφη» και είναι πιθανότερο να περιλαµβάνει τα κυρίαρχα Ϲεύγη εσωτε-
ϱικού γινοµένου στον κύριο τοµέα της κατανοµής αυτο-προσοχής µεγάλου µήκους (Σχήµα
3.5).

Η κατανοµή των ϐαθµολογιών αυτο-προσοχής ακολουθεί µια κατανοµή µεγάλου µήκους,
όπου τα ενεργά ερωτήµατα (active-queries) τοποθετούνται στο ανώτερο άκρο του χάρτη χα-
ϱακτηριστικών εντός των «κεφαλικών» ϐαθµολογιών, ενώ τα «αδρανή ερωτήµατα» ϐρίσκονται
στο κατώτερο άκρο εντός των ϐαθµολογιών της «ουράς».

Ο µηχανισµός ProbSparse έχει σχεδιαστεί για να δίνει προτεραιότητα στην επιλογή «ε-
νεργών» ερωτηµάτων έναντι των «αδρανών».

Ο κωδικοποιητής του Informer

Ο κωδικοποιητής έχει σκοπό την αποτύπωση των εξαρτήσεων µεγάλων αποστάσεων της
µακράς ακολουθίας εισόδου, έχοντας παράλληλα και περιορισµό αναφορικά µε τη χρήση
µνήµης. Στο Σχήµα 3.6 απεικονίζεται ο κωδικοποιητής του Informer. Η διαδικασία της
διήθησης της πληροφορίας ακολουθεί τα µπλοκ προσοχής και έχει στόχο την αξιολόγηση
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Σχήµα 3.5: Μηχανισµός Προσοχής ProbSparse
(Πηγή:[42])

και διαλογή των κυρίαρχων χαρακτηριστικών για το επόµενο µπλοκ. ∆ηλαδή, κατ΄ αυτόν τον
τρόπο έχουµε απλοποίηση του µηχανισµού αυτοπροσοχής σε πιο απλή µορφή.

΄Οπως ϕαίνεται στο Σχήµα 3.6, ο κωδικοποιητής περιέχει αρκετά µπλοκ προσοχής (Σχήµα
3.7), επίπεδα συνελικτικής επεξεργασίας (Conv1d) και επίπεδα µέγιστης συσσώρευσης (Max-
Pool), για να κωδικοποιήσει τα δεδοµένα εισόδου. Οι έξοδοι της κύριας στοίβας (µπλοκ
προσοχής) οδηγούνται σε µια σειρά Conv1d, MaxPool µε padding µε εξόδους που συνεχώς
µειώνουν τις εισόδους κατά το ήµισυ, δηµιουργώντας έτσι µια διαδικασία διήθησης, που
συνεχίζεται µε µείωση στο ένα τέταρτο του αρχικού µήκους. Στο τέλος του κωδικοποιητή,
όλοι οι χάρτες χαρακτηριστικών ενώνονται για να κατευθύνουν την έξοδο του κωδικοποιητή
άµεσα στον αποκωδικοποιητή.

Σχήµα 3.6: Επίπεδα κωδικοποίησης του Informer
(Πηγή: [42])

Ο σκοπός της διαδικασίας διήθησης είναι η µείωση του µεγέθους των παραµέτρων του

∆ιπλωµατική Εργασία 47



Κεφάλαιο 3. Μοντέλα

δικτύου, δίνοντας µεγαλύτερα ϐάρη (σηµασία) στα κυρίαρχα χαρακτηριστικά και να παράγει
ένα κατάλληλα διαµορφωµένο χάρτη χαρακτηριστικών στο επόµενο επίπεδο. Η διαδικασία
διήθησης από το j-οστή επίπεδο στο (j + 1) περιγράφεται από την εξής διαδικασία :

X j+1
t = MaxPool

(
ELU

(
Conv1d

(
[X jt ]AB

)))
(23)

όπου [X jt ]ΑΒ αντιπροσωπεύει το Attention Block, Conv1d(·) εκτελεί συνελικτικά ϕίλτρα µίας
διάστασης µε τη συνάρτηση ενεργοποίησης ELU(·).

Σχήµα 3.7: Εικονογράφηση Attention-Block.

Ο αποκωδικοποιητής του Informer

Ο αποκωδικοποιητής που χρησιµοποιείται προέρχεται από την εργασία [1] και διαµορ-
ϕώνεται από δυο επίπεδα προσοχής πολλαπλών κεφαλών. Η διαφορά µε το παραπάνω µο-
ντέλο έγκειται στο ότι στον αποκωδικοποιητή του Informer αξιοποιείται η τεχνική Generative
Inference, κάτι που έχει ως αποτέλεσµα τη αύξηση της ταχύτητας περάτωσης για περιπτώσεις
µακράς πρόβλεψης.

Για την είσοδο του αποκωδικοποιητή, χρησιµοποιείται ένας συνδυασµός από το αρχικό
διακριτικό και έναν πίνακα προσωρινής αντικατάστασης (placeholder). Συγκεκριµένα, ο-
ϱίζεται ότι X token

t ∈ RLtoken×dmodel είναι το αρχικό διακριτικό (start token), το οποίο αποτελείται
από ένα γνωστό υποσύνολο της χρονικής ακολουθίας πριν από το προς πρόβλεψη διάστηµα,
και X0

t ∈ R
Ly×dmodel είναι ένας placeholder πίνακας για την προβλεπόµενη ακολουθία, του

οποίου οι τιµές έχουν οριστεί στον ϐαθµωτό µηδέν. Η τελική είσοδος στον αποκωδικοποιη-
τή προκύπτει ως Xde

t = Concat(X token
t , X0

t ) ∈ R(Ltoken+Ly)×dmodel , επιτρέποντας στο µοντέλο να

48 ∆ιπλωµατική Εργασία



3.2.5 Wavelets

προβλέψει ολόκληρη την έξοδο µε µία µόνο εµπρόσθια διέλευση.

΄Ενα πλήρως συνδεδεµένο επίπεδο λαµβάνει την τελική έξοδο, και το µέγεθος της εξόδου
dy εξαρτάται από το αν πραγµατοποιούµε πρόβλεψη µιας µεταβλητής ή πολλών.

3.2.5 Wavelets

Εισαγωγή στα Κυµατίδια και ειδικότερα στο Κυµατίδιο Gauss

Οι µετασχηµατισµοί κυµατιδίων είναι µαθηµατικές τεχνικές που χρησιµοποιούνται για
την ανάλυση σηµάτων ή συναρτήσεων σε πολλαπλές αναλύσεις. Σε αντίθεση µε τους µετα-
σχηµατισµούς Fourier, οι οποίοι διασπούν ένα σήµα σε συστατικά ηµιτονοειδή µε σταθερές
συχνότητες, οι µετασχηµατισµοί κυµατιδίων αναπαριστούν ένα σήµα µε ϐάση εντοπισµένες
κυµατοµορφές, που ονοµάζονται κυµατίδια, τα οποία είναι συναρτήσεις που µπορούν να
κλιµακωθούν και να µεταφραστούν τόσο στον χρόνο όσο και στη συχνότητα.

Οι µετασχηµατισµοί κυµατιδίων είναι ιδιαίτερα χρήσιµοι για την ανάλυση µη στατικών
σηµάτων, δηλαδή σηµάτων των οποίων τα χαρακτηριστικά αλλάζουν µε την πάροδο του
χρόνου. Προσφέρουν µια αναπαράσταση του σήµατος στον χώρο χρόνος-συχνότητα, επι-
τρέποντας την ανίχνευση χαρακτηριστικών που εµφανίζονται σε διαφορετικές κλίµακες ή
διάρκειες χρόνου.

Ο Συνεχής Μετασχηµατισµός Κυµατιδίου (CWT) µιας συνάρτησης f (t) ορίζεται ως η
προβολή του σήµατος πάνω σε µια κλιµακωτή και µετατοπισµένη έκδοση ενός κυµατιδίου
ψ(t). Μαθηµατικά, ο CWT εκφράζεται ως :

Wf (a, b) =
∫ ∞

−∞

f (t)ψ∗
( t − b
a

)
dt, (3.3)

όπου:

• Wf (a, b) είναι ο µετασχηµατισµός κυµατιδίου της f (t) στην κλίµακα a και στη ϑέση b,

• ψ(t) είναι το µητρικό κυµατίδιο, µια συνάρτηση που είναι ταλαντωτική και τοπικοποι-
ηµένη τόσο στον χρόνο όσο και στη συχνότητα,

• a είναι η παραµετρική κλίµακα, που ελέγχει το πλάτος του κυµατιδίου,

• b είναι η παραµετρική µετατόπιση, που ελέγχει τη ϑέση του κυµατιδίου κατά µήκος
του άξονα του χρόνου,

• ψ∗(t) είναι το µιγαδικό συζυγές της ψ(t) , αν ψ ∈ R, τότε ψ∗ = ψ..

Η κλίµακα a ελέγχει πόσο το κυµατίδιο τεντώνεται ή συµπιέζεται. Μικρές τιµές του a

αντιστοιχούν σε στενά κυµατίδια (συλλαµβάνοντας υψηλές συχνότητες), ενώ µεγάλες τιµές
του a αντιστοιχούν σε πλατιά κυµατίδια (συλλαµβάνοντας χαµηλές συχνότητες).

Ιδιότητες των Μετασχηµατισµών Κυµατιδίου

Οι µετασχηµατισµοί κυµατιδίου προσφέρουν αρκετές σηµαντικές ιδιότητες :
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• Εντοπισµός Χρόνου-Συχνότητας: Τα κυµατίδια µπορούν να παρέχουν εντοπισµό
τόσο στον χρόνο όσο και στη συχνότητα, καθιστώντας τα ιδανικά για την ανάλυση µη
στατικών σηµάτων που εµφανίζουν απότοµες αλλαγές ή έντονες µεταβάσεις.

• Ανάλυση Πολλαπλών Κλιµάκων: Οι µετασχηµατισµοί κυµατιδίου επιτρέπουν την
ανάλυση ενός σήµατος σε διάφορες κλίµακες, διευκολύνοντας την ανίχνευση χαρα-
κτηριστικών σε διαφορετικές χρονικές αναλύσεις.

• Προσαρµοστικότητα: Τα κυµατίδια µπορούν να προσαρµοστούν για να ταιριάζουν
σε διαφορετικά είδη σηµάτων. Για παράδειγµα, κυµατίδια µε συµπαγή στήριξη είναι
κατάλληλα για την ανάλυση σηµάτων µε απότοµες µεταβάσεις, ενώ τα οµαλά κυµατίδια
χρησιµοποιούνται για οµαλά, αργά µεταβαλλόµενα σήµατα.

• Αραιότητα: Οι µετασχηµατισµοί κυµατιδίου συχνά παρέχουν αραιές αναπαραστάσεις
σηµάτων, που σηµαίνει ότι ένα σήµα µπορεί να αναπαρασταθεί από λίγους σηµαντι-
κούς συντελεστές.

Ορισµός του γκαουσιανού κυµατιδίου

Το γκαουσιανό κυµατίδιο ορίζεται ως :

ψ(t) = e−
t2
2 , (3.4)

όπου ψ(t) είναι το κυµατίδιο Gauss, t είναι η χρονική µεταβλητή, και e είναι η ϐάση του
ϕυσικού λογαρίθµου. Το γκαουσιανό κυµατίδιο έχει αρκετές σηµαντικές ιδιότητες :

• Οµαλότητα: Το γκαουσιανό κυµατίδιο είναι άπειρα παραγωγίσιµο, που σηµαίνει ότι
είναι πολύ οµαλό και απαλλαγµένο από ασυνέχειες.

• Γρήγορη Απόσβεση: Το γκαουσιανό κυµατίδιο αποσβένει εκθετικά, που σηµαίνει ότι
η επίδρασή του στο σήµα µειώνεται γρήγορα καθώς το t αποµακρύνεται από το κέντρο.

• Συµµετρία: Το γκαουσιανό κυµατίδιο είναι συµµετρικό γύρω από την αρχή, γεγονός
που το καθιστά κατάλληλο για την ανάλυση συµµετρικών σηµάτων.

• ΄Ελλειψη Ταλαντώσεων: Σε αντίθεση µε άλλα κυµατίδια, όπως το κυµατίδιο Morlet,
το γκαουσιανό κυµατίδιο δεν παρουσιάζει ταλαντωτική συµπεριφορά.

Μετασχηµατισµός Κυµατιδίου Gaussian Derivative Wavelet

Ο Συνεχής Μετασχηµατισµός Κυµατιδίου (CWT) αναλύει ένα σήµα µέσω της προβολής
του σε κυµατίδια—συναρτήσεις που είναι τοπικά εντοπισµένες και έχουν µηδενική µέση
τιµή. ΄Ενα από τα πιο διαδεδοµένα κυµατίδια είναι το Gaussian Derivative Wavelet, δηλαδή
οι παράγωγοι της συνάρτησης Γκαουσιανής. Η πρώτη παράγωγος, γνωστή ως gaus1, δίνεται
από:

ψa(t) =
1
a3/2

· t · e−
t2

2a2 , (3.5)
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όπου a > 0 είναι η παραµετρική κλίµακα (scale) η οποία ελέγχει το πλάτος του κυµατιδίου.
Ο παράγοντας 1

a3/2 διασφαλίζει ότι η ενέργεια του κυµατιδίου είναι κανονικοποιηµένη:∫ ∞

−∞

|ψa(t)|2 dt = 1.

Ο αντίστοιχος µετασχηµατισµός κυµατιδίου της συνάρτησης f (t) µε χρήση του κυµατι-
δίου ψ δίνεται από:

Wf (a, b) =
∫ ∞

−∞

f (t) · ψa(t − b)dt, (3.6)

όπου a είναι η κλίµακα που καθορίζει το εύρος του κυµατιδίου, b είναι η χρονική µετατόπιση
και ψa(t − b) είναι το κυµατίδιο κλιµακωµένο και µετατοπισµένο χρονικά.

Η χρήση παραγώγων της Γκαουσιανής επιτρέπει την εντοπισµένη ανάλυση µεταβολών στο
σήµα και είναι ιδιαίτερα χρήσιµη σε εφαρµογές όπου µας ενδιαφέρουν οι ϱυθµοί µεταβολής
και τα τοπικά χαρακτηριστικά.

3.2.6 Το µοντέλο Wavelet-Informer

Σε αυτό το σηµείο εισάγουµε ένα νέο µοντέλο αξιοποιώντας την δυνατότητα ϐαθύτερης
επεξεργασίας µια σειράς δεδοµένων που παρέχει ο µετασχηµατισµός Wavelet, ενσωµατώνο-
ντάς τον στο µοντέλο Informer. Μέσω της πολυκλιµακωτής ανάλυσης που προσφέρει ο
παραπάνω µετασχηµατισµός (διατηρώντας και χρονική πληροφορία, αντίθετα µε άλλους µε-
τασχηµατισµούς - πχ Fourier), το µοντέλο αποκτά τη δυνατότητα να επεξεργάζεται και να
ταυτοποιεί αν µια µεταβολή αποτελεί µεγάλη και τραχιά µεταβολή ή τάση, δηλαδή αν εξηγε-
ίται από τη κατάσταση της αγοράς πχ bull market.

Πιο συγκεκριµένα, κάνουµε χρήση του Γκαουσιανου Μετασχηµατισµού σε τρεις διαφορε-
τικές συχνότητες (χαµηλή, µεσαία και υψηλή), ως πρώτο επίπεδο του µηχανισµού προσοχής.
Αφού περάσουν οι µετασχηµατισµοί από τον µηχανισµό ProbSparse και το επίπεδο κανονι-
κοποίησης (και µε χρήση υπολειµµατικών συνδέσεων) συνδέουµε τις εξόδους τους σειριακά
και εφαρµόζεται η Μέση Τιµή τους. Το υπόλοιπο µέρος του επιπέδου κωδικοποίησης πα-
ϱαµένει αναλλοίωτο, εκτός από ένα επίπεδο DilatedConv1d στη επίπεδο πριν το Conv1d
(Σχήµα 3.9).

3.2.7 Χρήση σειράς από Conv1d για την αντιµετώπιση του temporal loss

προβλήµατος του attention mechanism.

΄Οπως παρουσιάσαµε και στο Κεφάλαιο 2, ένα σηµαντικό µειονέκτηµα της χρήσης των
µετασχηµατιστών σε δεδοµένα χρονοσειρών, είναι η απώλεια χρονικής πληροφορίας· συγκε-
κριµένα λόγω της ϕύσης του µηχανισµού προσοχής, έχουµε απώλεια των τοπικών χρονικών
σχέσεων µεταξύ των δεδοµένων.

Ο µηχανισµός προσοχής αποτελεί µια ισχυρή τεχνική για τη σύλληψη µακροπρόθεσµων
εξαρτήσεων σε ακολουθιακά δεδοµένα. Ωστόσο, παρουσιάζει το πρόβληµα της χρονικής

απώλειας (temporal loss), το οποίο σχετίζεται µε τη δυσκολία διατήρησης τοπικών χρονικών
σχέσεων µεταξύ των διαδοχικών στοιχείων της ακολουθίας.
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Σχήµα 3.8: Το µπλοκ προσοχής

Αιτίες του προβλήµατος

Το πρόβληµα προκύπτει κυρίως λόγω της διαδικασίας αυτοπροσοχής, όπου κάθε στοιχείο
επεξεργάζεται ανεξάρτητα από τη ϑέση του στην ακολουθία. Αυτό µπορεί να οδηγήσει σε :

• Απώλεια τοπικών χρονικών µοτίβων.

• ∆υσκολία στη µοντελοποίηση σειριακών σχέσεων.

• Ασυνεπή χρονική δοµή στην έξοδο.

Μαθηµατικός Ορισµός

Τα συνελικτικά δίκτυα είναι µία ισχυρή αρχιτεκτονική που χρησιµοποιείται ευρέως στην
επεξεργασία σηµάτων και χρονοσειρών. Η επίπεδη συνέλιξη µιας διάστασης (Conv1D) εφαρ-
µόζει συνελικτικές πράξεις σε µονοδιάστατα δεδοµένα, όπως σειρές χρονικών δεδοµένων ή
µονοκάναλα σήµατα.

Η συνελικτική πράξη σε ένα συνελικτικό επίπεδο 1d ορίζεται ως εξής :

y[i] =
k−1∑
j=0

x[i + j] ·w[j] + b (3.7)

΄Οπου x[i] είναι η είσοδος του δικτύου (π.χ. τα χρονικά δεδοµένα), w[j] είναι ο πυρήνας
συνέλιξης, k είναι το µέγεθος του πυρήνα, b είναι ο όρος µετατόπισης (bias) και y[i] είναι η
έξοδος µετά την εφαρµογή της συνέλιξης.
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3.2.7 Χρήση σειράς από Conv1d για την αντιµετώπιση του temporal loss προβλήµατος του attention
mechanism.

Σχήµα 3.9: Ο κωδικοποιητής W-Informer Encoder

Χρήση και Πλεονεκτήµατα

Το Conv1D χρησιµοποιείται εκτενώς στην ανάλυση χρονοσειρών, καθώς:

• ∆ιατηρεί τοπικές εξαρτήσεις στα δεδοµένα.

• Μειώνει τον αριθµό των παραµέτρων συγκριτικά µε τα πλήρως συνδεδεµένα δίκτυα.

• Επιτρέπει την εκµάθηση χαρακτηριστικών ανεξαρτήτως ϑέσης στο σήµα.

Αντιµετώπιση µε Conv1d και Residual Connections

Για την αντιµετώπιση της χρονικής απώλειας, µία κοινή προσέγγιση είναι η χρήση συ-

νελικτικών στρώσεων 1D (Conv1d) πριν από τον µηχανισµό προσοχής. Οι στρώσεις αυτές
διατηρούν τις τοπικές χρονικές σχέσεις, ενώ η χρήση υπολειµµατικών συνδέσεων επιτρέπει
την ανάµειξη των πρωτογενών και των µετασχηµατισµένων χαρακτηριστικών.

Για την αποφυγή απώλειας πληροφορίας, χρησιµοποιούµε µια σειρά από Conv1d ε-

πίπεδα και συνδέουµε την τελική του έξοδο (την έξοδο του τελευταίου στη σειρά Conv1d
δικτύου) µε τον µηχανισµό προσοχής µέσω υπολλειµατικής σύνδεσης (Σχήµα 3.10).

Ο µαθηµατικός ορισµός της διαδικασίας είναι :

Y = [Attention(Conv1dn(. . .Conv1d2(Conv1d1(X ))))]+Conv1dn(. . .Conv1d2(Conv1d1(X )))

όπου X είναι η είσοδος, Conv1di είναι η i-οστή συνελικτική στρώση και Attention(·) ο µη-
χανισµός προσοχής.

Αυτή η προσέγγιση χρησιµοποιείται σε σύγχρονες αρχιτεκτονικές, όπως το Conformer,
για ϐελτιωµένη επεξεργασία ιατρικών εικόνων. Πιο αναλυτικά, στο ConvFormer, η συνέλιξη
δεν λειτουργεί ως στάδιο προεπεξεργασίας πριν από τον µηχανισµό προσοχής (όπως συµ-
ϐαίνει στο W-Conv-Informer), αντίθετα, εφαρµόζεται παράλληλα µε την προσοχή και τα
εξαγόµενά τους συγχωνεύονται µέσω υπολειµµατικής πρόσθεσης.
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Πιο συγκεκριµένα, για την αντιµετώπιση του παραπάνω Ϲητήµατος, ϑα προχωρήσουµε
στη χρήση µιας σειράς από Conv1d (1D Convolutional Layers), τα οποία είναι ικανά να δια-
τηρήσουν και να ενισχύσουν τις τοπικές χρονικές εξαρτήσεις των δεδοµένων της χρονοσειράς.
Αυτά τα συνελικτικά επίπεδα (conv1d layers) λειτουργούν ως ϕίλτρα τα οποία ανιχνεύουν
τοπικά µοτίβα στα δεδοµένα εισόδου, καθιστώντας έτσι τελικά δυνατό το µοντέλο να εξάγει
σηµαντικές χρονικές πληροφορίες πριν από την εφαρµογή του µηχανισµού προσοχής. Στην
συνέχεια κάνουµε χρήση της τεχνικής της υπολειµµατικής σύνδεσης µεταξύ της εξόδου της
σειράς των συνελικτικών επιπέδων και του µηχανισµού προσοχής, ώστε να συνδυάσουµε τα
πλεονεκτήµατα της χρήσης του δεύτερου µε αυτά του πρώτου. ∆ηµιουργώντας έτσι ένα µο-
ντέλο ικανό να επεξεργάζεται µακροχρόνιες αλλά και ϐραχυπρόθεσµες σχέσεις µεταξύ των
δεδοµένων της χρονοσειράς που εξετάζουµε.

Σχήµα 3.10: Το µοντέλο W-Conv-Informer Encoder.

Συµπέρασµα

Το Conv1D αποτελεί ϐασικό εργαλείο για εφαρµογές επεξεργασίας χρονοσειρών και ση-
µάτων, επιτρέποντας την εξαγωγή σηµαντικών χαρακτηριστικών από διαδοχικές χρονικές
µετρήσεις. ΄Ετσι, στο προτεινόµενο µοντέλο κάνουµε χρήση µιας σειράς από αυτά, χρησι-
µοποιώντας υπολειµµατικές συνδέσεις µεταξύ της τελικής τους εξόδου και της εξόδου του
µηχανισµού προσοχής, συνδυάζοντας τα πλεονεκτήµατα των δύο για την αντιµετώπιση του
προβλήµατος της χρονικής απώλειας που αντιµετωπίζουν τα µοντέλα Transformer κατά τη
µελέτη χρονοσειρών. Τέλος µε την παραπάνω τεχνική σε συνδιασµό µε τον Μετασχηµατισµό
Wavelet το µοντέλο αποκτά τη δυνατότητα να επεξεργαστεί τη χρονοσειρά σε υψηλή έως χα-
µηλή συχνότητα και στη συνέχεια µέσω Conv1d και υπολειµµατικής σύνδεσης διατηρείται
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3.2.7 Χρήση σειράς από Conv1d για την αντιµετώπιση του temporal loss προβλήµατος του attention
mechanism.

η πληροφορία της χρονικής σειράς των τιµών της χρονοσειράς, έτσι το µοντέλο αποκτά ένα
δισδιάστατο πρίσµα επαναπροσδιορισµού του χρόνου.
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Κεφάλαιο 4

Πειραµατική ∆ιαδικασία

4.1 Τα σύνολα δεδοµένων

4.1.1 Sentiment Analysis of Bitcoin News 2021-2024 dataset

Το σύνολο δεδοµένων Sentiment Analysis of Bitcoin News 2021-2024 [2] είναι µια
συλλογή δεδοµένων που περιλαµβάνει ειδήσεις και ανάλυση συναισθήµατος σχετικά

µε το Bitcoin για την περίοδο 2021 έως 2024. Είναι ιδανικό για την ανάλυση της επίδρασης
των ειδήσεων στις τιµές και τη συµπεριφορά του Bitcoin. Ο Πίνακας 4.1 παρακάτω συνοψίζει
τα κύρια χαρακτηριστικά του

Πίνακας 4.1: Το σύνολο δεδοµένων Sentiment Analysis of Bitcoin News (2021 - 2024) [2]

Χαρακτηριστικό Περιγραφή
Ηµεροµηνία (Date) Η ηµεροµηνία δηµοσίευσης της είδησης.
Τίτλος (Title) Ο τίτλος της είδησης.
Κείµενο (Text) Το κύριο κείµενο της είδησης.
Συναίσθηµα (Sentiment) Η ανάλυση συναισθήµατος (ϑετικό :+1, αρνητικό :-1, ουδέτερο :0).
Πηγή (Source) Η πηγή της είδησης (π.χ., εφηµερίδα, ιστότοπος).

Χαρακτηριστικά

Η συλλογή δεδοµένων αποτελείται από τίτλους και κείµενα ειδήσεων που σχετίζονται µε
το Bitcoin. Σε κάθε είδηση αντιστοιχεί µια ετικέτα συναισθήµατος (ϑετικό=1, αρνητικό=-1,
ουδέτερο=0). Οι ετικέτες προκύπτουν από τη χρήση του µοντέλου DistilRoberta Financial
Sentiment [61], µια παραλλαγή του BERT µοντέλου. Τα δεδοµένα καλύπτουν την περίοδο
2021 - 2024 παρέχοντας µας τη δυνατότητα ανάλυσης τάσεων κατά την πάροδο του χρόνου.
Οι ειδήσεις προέρχονται από διάφορες πηγές, όπως εφηµερίδες, ιστότοπους και blogs.

Περιπτώσεις Χρήσης

Η συγκεκριµένη συλλογή δεδοµένων ενδείκνυται για ανάλυση συναισθήµατος των ειδήσε-
ων και της επίδρασής τους στην τιµή του Bitcoin. Πιο συγκεκριµένα µπορεί να αξιοποιηθεί
κάνοντας χρήση του συναισθήµατος ως δείκτη για την πρόβλεψη των τιµών του Bitcoin και
µελέτη της επήρειας τους στη συµπεριφορά της αγοράς, προχωρώντας κατά αυτόν τον τρόπο
σε αναγνώριση τάσεων και µοτίβων στο συναίσθηµα των ειδήσεων µε την πάροδο του χρόνου.
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Προκλήσεις

Οι ειδήσεις µπορεί να περιέχουν ϑόρυβο (π.χ., σφάλµατα, ασάφειες) που µπορεί να
επηρεάσει την ανάλυση. Επίσης η ανάλυση συναισθήµατος ενδέχεται να µην είναι πάντα
ακριβής λόγω της πολυπλοκότητας της γλώσσας, τέλος ορισµένες ειδήσεις µπορεί να λείπουν
ή να είναι ηµιτελείς.

4.1.2 Yahoo Finance Bitcoin Dataset

Το σύνολο δεδοµένων Yahoo Finance Bitcoin Dataset είναι ένα ευρέως χρησιµοποιο-
ύµενο σύνολο δεδοµένων για την ανάλυση των ηµερήσιων ιστορικών τιµών και δεδοµένων
συναλλαγών του Bitcoin, από τη δηµιουργία του µέχρι και τις µέρες µας [3]. Ο Πίνακας 4.2
παρακάτω συνοψίζει τα κύρια χαρακτηριστικά του

Πίνακας 4.2: Το σύνολο δεδοµένων Yahoo Finance Bitcoin dataset [3]

Χαρακτηριστικό Περιγραφή
Ηµεροµηνία (Date) Η ηµεροµηνία καταγραφής των δεδοµένων
Τιµή ΄Ανοιγµατος (Open) Η τιµή άνοιγµατος του Bitcoin στην έναρξη της συνεδρίας.
Υψηλή Τιµή (High) Η υψηλότερη τιµή του Bitcoin κατά τη διάρκεια της συνεδρίας.
Χαµηλή Τιµή (Low) Η χαµηλότερη τιµή του Bitcoin κατά τη διάρκεια της συνεδρίας.
Τιµή Κλεισίµατος (Close) Η τιµή κλεισίµατος του Bitcoin στο τέλος της συνεδρίας.
Προσαρµοσµένη Τιµή Κλεισίµατος Η προσαρµοσµένη τιµή κλεισίµατος, λαµβάνοντας
(Adj Close) υπόψη εταιρικές ενέργειες (π.χ., διασπάσεις).
΄Ογκος Συναλλαγών (Volume) Ο συνολικός όγκος συναλλαγών του Bitcoin για την ηµέρα

Χαρακτηριστικά

Η συλλογή δεδοµένων είναι µια χρονοσειρά, µε κάθε γραµµή να αντιπροσωπεύει δεδο-
µένα για ένα συγκεκριµένο χρονικό διάστηµα (ηµερήσια στην δικιά µας περίπτωση). Οι
τιµές του Bitcoin χαρακτηρίζονται από υψηλή αστάθεια, µε σηµαντικές διακυµάνσεις στις
στήλες `Open`, `High`, `Low`, και `Close`. Ο όγκος συναλλαγών µπορεί να ποικίλλει σηµαντικά,
συχνά συσχετίζεται µε σηµαντικά γεγονότα ή ειδήσεις.

Περιπτώσεις Χρήσης

Η συλλογή δεδοµένων χρησιµοποιείται για πρόβλεψη µελλοντικών τιµών του Bitcoin
κάνοντας χρήση µοντέλων µηχανικής ή ϐαθίάς µάθησης. Πιο συγκεκριµένα, µέσω αυτού
έχουµε αναγνώριση τάσεων, µοτίβων και εποχικότητας στις τιµές του Bitcoin. Επίσης, µπο-
ϱεί να αξιοποιηθεί συσχετίζοντας το Bitcoin µε επενδυτικά χαρτοφυλάκια και ανάλυση της
ανταλλαγής κινδύνου-απόδοσης. Τέλος , όπως ϑα δούµε και στη συνέχεια, µπορούµε να
έχουµε συσχέτιση των κινήσεων τιµών µε εξωτερικούς παράγοντες, όπως ειδήσεις ή συνα-
ίσθηµα από τα κοινωνικά δίκτυα.

Παράδειγµα ∆εδοµένων

Στον Πίνακα 4.3 παρακάτω παρουσιάζεται ένα δείγµα της συλλογής δεδοµένων Yahoo
Finance Bitcoin Dataset
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4.1.3 Το ωριαίο Bitcoin Historical Dataset

Πίνακας 4.3: ∆είγµα του Yahoo Finance Bitcoin Dataset [3]

Ηµεροµηνία ΄Ανοιγµα Υψηλή Χαµηλή Κλείσιµο Προσαρµοσµένο Κλείσιµο ΄Ογκος
(Date) (Open) (High) (Low) (Close) (Adj Close) (Volume)
2023-10-01 27000 27500 26500 27200 27200 1500000000
2023-10-02 27200 28000 27000 27800 27800 1600000000
2023-10-03 27800 28500 27500 28200 28200 1700000000

Προκλήσεις

Κύριο χαρακτηριστικό των τιµών του Bitcoin είναι η υψηλή µεταβλητότητα, δηλαδή οι
τιµές αλλάζουν δραµατικά σε σύντοµα χρονικά διαστήµατα, καθιστώντας την πρόβλεψή τους
δύσκολη. Ακόµη, όπως προαναφέρθηκε οι τιµές επηρεάζονται από εξωτερικούς παράγοντες,
όπως ϱυθµιστικές ειδήσεις, µακροοικονοµικές τάσεις και συναίσθηµα της αγοράς. Τέλος,
ελλείπουσες ή ασυνεπείς τιµές µπορεί να απαιτούν προεπεξεργασία.

4.1.3 Το ωριαίο Bitcoin Historical Dataset

Το ωριαίο Bitcoin Historical Dataset [4] περιλαµβάνει ωριαία δεδοµένα για την τιµή του
Bitcoin. Αυτή η συλλογή δεδοµένων είναι ιδανική για την ανάλυση των ωριαίων διακυµάν-
σεων της τιµής του Bitcoin και την πρόβλεψη µελλοντικών τιµών. Παρακάτω περιγράφονται
τα κύρια χαρακτηριστικά του. Ο Πίνακας 4.4 παρακάτω συνοψίζει τα κύρια χαρακτηριστικά
του.

Πίνακας 4.4: Το ωριαίο Bitcoin Historical Dataset [4]

Χαρακτηριστικό Περιγραφή
Ηµεροµηνία και ΄Ωρα (Date) Η ηµεροµηνία και ώρα καταγραφής των δεδοµένων .
Τιµή ΄Ανοιγµατος (Open) Η τιµή άνοιγµατος του Bitcoin στην έναρξη της ωριαίας περιόδου.
Υψηλή Τιµή (High) Η υψηλότερη τιµή του Bitcoin κατά τη διάρκεια της ωριαίας περιόδου.
Χαµηλή Τιµή (Low) Η χαµηλότερη τιµή του Bitcoin κατά τη διάρκεια της ωριαίας περιόδου.
Τιµή Κλεισίµατος (Close) Η τιµή κλεισίµατος του Bitcoin στο τέλος της ωριαίας περιόδου.
΄Ογκος Συναλλαγών (Volume) Ο συνολικός όγκος συναλλαγών του Bitcoin για την ωριαία περίοδο.

Χαρακτηριστικά

Το dataset περιλαµβάνει ωριαία δεδοµένα, επιτρέποντας λεπτοµερή ανάλυση των δια-
κυµάνσεων της τιµής του Bitcoin. Τα δεδοµένα καλύπτουν µια µεγάλη χρονική περίοδο ,
από 2018 - 05 - 15 ώρα 06:00:00 έως 2022 - 03 - 01 και ώρα 00:00:00, επιτρέποντας την
ανάλυση τάσεων και εποχικότητας.

Περιπτώσεις Χρήσης

΄Οπως και το παραπάνω Yahoo Finance Dataset, η ωριαία συλλογή δεδοµένων µπορεί
να χρησιµοποιηθεί για πρόβλεψη µελλοντικών τιµών του Bitcoin χρησιµοποιώντας µοντέλα
µηχανικής µάθησης ή ϐαθιάς µάθησης. Ακόµη, για αναγνώριση τάσεων και µοτίβων στις
τιµές του Bitcoin. Επίσης, για τη µελέτη της ευστάθειας των τιµών του Bitcoin κατά την
πάροδο του χρόνου. Τέλος, για τη δηµιουργία γραφηµάτων και διαγραµµάτων για την
οπτικοποίηση των δεδοµένων.
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Προκλήσεις

Οι προκλήσεις που συναντάµε στο ωριαίο dataset είναι ίδιες µε αυτές που προαναφέρ-
ϑηκαν για το παραπάνω ηµερήσιο dataset.

4.2 Μοντέλα

Τα µοντέλα που ϑα χρησιµοποιήσουµε είναι το Informer (S), το W-Conv-Informer (S)

και τέλος το W - Conv-Informer (MS), τα οποία παρουσιάστηκαν στο Κεφάλαιο 3. Το (S)
σηµαίνει ότι το µοντέλο εξετάζει µόνο ένα χαρακτηριστικό στην είσοδο του κωδικοποιητή
και αποκωδικοποιητή (στην προκειµένη περίπτωση είναι η τιµή του Bitcoin). Το (MS) ση-
µαίνει ότι το µοντέλο λαµβάνει δυο χαρακτηριστικά στην είσοδο του κωδικοποιητή και του
αποκωδικοποιητή (την τιµή του Bitcoin και το µέσο όρο του συναισθήµατος κάθε µέρας).
Πιο συγκεκριµένα, για την ανάλυση συναισθήµατος συγκεντρώσαµε τους τίτλους ειδήσε-
ων από cryptonews.com, cryptopotato.com, cointelegraph.com, Binance.com, yahoofina-
nce.com και χρησιµοποιώντας το προεκπαιδευµένο µοντέλο FinBERT [62] (BERT µοντέλο
fine-tuned σε οικονοµικά άρθρα) για ανάλυση συναισθήµατος, υπολογίσαµε το µέσο όρο του
συναισθήµατος ηµερησίως και εισάγαµε στο µοντέλο 2 χαρακτηρστικά· την τιµή κλεισίµατος
ηµέρας από Yahoo Finance και το µέσο όρο συναισθήµατος ανά µέρα.

4.3 Πειράµατα

Πραγµατοποιήθηκαν 3 διαφορετικά πειράµατα, τα οποία συνοψίζονται παρακάτω:

• Σύγκριση ενός LSTM µοντέλου µε το Informer στη συλλογή δεδοµένων της Ενότητας
4.1.1

• Σύγκριση του Informer µε το W-Conv-Informer στη συλλογή δεδοµένων της Ενότητας
4.1.3

• Σύγκριση του W-Conv-Informer(S) έναντι του Informer(S) και του W-Conv-Informer(MS)
στη συλλογή δεδοµένων της Ενότητας 4.1.2

Σε όλα τα πειράµατα, οι συλλογές δεδοµένων τεµαχίστηκαν σε σύνολα δεδοµένων εκπα-
ίδευσης (το πρώτο 80% των χρονικών δειγµάτων), επαλήθευσης (το επόµενο 10%) και ελέγχου
(το τελευταίο 10%). Ο πλήρης πηγαίος κώδικας της υλοποίησης του W-Conv-Informer µαζί
µε τις συλλογές δεδοµένων που χρησιµοποιήθηκαν διατίθενται δηµόσια σε αποθετήριο [63].

4.3.1 Υπερπαράµετροι

Το Σχήµα 4.1 επεξηγεί διαγραµµατικά της υπερπαραµέτρους εισόδου και εξόδου των
µοντέλων. Πιο συγκεκριµένα, το seq_len είναι ο αριθµός των διαδοχικών στοιχείων της
χρονοσειράς που εισέρχονται στον κωδικοποιητή (επιλέχθηκε η τιµή 50), το label_len είναι
το γνωστό µέρος της ακολοθίας στοιχείων που εισέρχεται στον αποκωδικοποιητή (επιλέχθηκε
η τιµή 25) και τέλος το pred_len είναι το άγνωστο µέρος της ακολουθίας στοιχείων που
εισέρχεται στον αποκωδικοποιητή (επιλέχθηκε η τιµή 30).
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Σχήµα 4.1: ∆ιάγραµµα παραµέτρων εισόδου Informer

Σκοπός της παρούσας εργασίας δεν είναι η ϐελτιστοποίηση της µέγιστης απόδοσης των
µοντέλων µέσω εκτενούς ϱύθµισης των υπερπαραµέτρων, αλλά η διερεύνηση του αν τα µο-
ντέλα ενδείκνυνται για τη πρόβλεψη της τιµής του Bitcoin και σε τι ϐαθµό οι δοµικές τρο-
ποποιήσεις που προτείναµε και εφαρµόσαµε (W-Conv-Informer), µπορούν να ενισχύσουν
σταθερά τα αποτελέσµατα πρόβλεψης του Informer σε δεδοµένα τιµής του Bitcoin. ΄Ετσι τα
µοντέλα που ακολουθούν εκπαιδεύτηκαν µε ίδιες παραµέτρους, ώστε µε αυτόν τον τρόπο
να διασφαλιστεί η αµερόληπτη σύγκριση µεταξύ τους. Αντίθετα, προχωρήσαµε σε ϱυθµίσεις
τιµών των υπερπαραµέτρων που αφορούσαν αποκλειστικά δοµικά χαρακτηριστικά του προ-
τεινόµενο µοντέλου W-Conv-Informer.

Στον Πίνακα 4.5 παραθέτονται αναλυτικά οι υπερπαράµετροι που επιλέχθηκαν, για το
µοντέλο W-Conv-Informer

Πίνακας 4.5: Υπερπαραµέτροι του W-Conv-Informer

Υπερπαράµετρος Τιµές που δοκιµάστηκαν
Αριθµός σειριακών Conv1D πριν [10, 20, 30]
τον µηχανισµό προσοχής
Τύπος κυµατιδίου gaus1=[1,3,6], gaus1=[1,5,10]
Χρήση συναισθηµατικού δείκτη Ναι, ΄Οχι
Πρόωρος Τερµατισµός Ναι, ΄Οχι

Για τα πειράµατα στο W-Conv-Informer χρησιµοποιούµε µετασχηµατισµό Gauss(gauss1)
επιλέγοντας scale = [1, 3, 6]. Επίσης, επιλέξαµε τον Adam optimizer και ϱυθµό µάθησης
3 × 10−4. Ακόµη, γίνεται χρήση του πρόωρου τερµατισµού, ενώ ο αριθµός των σειριακών
Conv1d πριν τον µηχανισµό Προσοχής (ProbSparse) είναι n = 10. Τα πειράµατα πραγ-
µατοποιήθηκαν κάνοντας χρήση GPU, συγκεκριµένα της NVIDIA GeForce RTX 4050. Οι
υπόλοιποι υπερπαράµετροι παρουσιάζονται παρακάτω αναλυτικά για κάϑε πείραµα.
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4.3.2 Μετϱικές για Εκτίµηση

Παϱακάτω παραθέτουµε τις µετρικές που χρησιµοποιήθηκαν για την εκτίµηση των µο-
ντέλων

• Μέσο Τετϱαγωνικό Σϕάλµα (MSE): ΥπολογίϹει τον µέσο όϱο των τετϱαγώνων των
διαϕοϱών µεταξύ των πϱοϐλεπόµενων και των πϱαγµατικών τιµών

MSE =
1
n

n∑
i=1

(yi − ŷi)2

όπου yi είναι η πϱαγµατική τιµή και ŷi είναι η πϱοϐλεπόµενη τιµή.

• Μέσο Απόλυτο Σϕάλµα (MAE): ΥπολογίϹει τον µέσο όϱο των απόλυτων τιµών των
διαϕοϱών µεταξύ των πϱοϐλεπόµενων και των πϱαγµατικών τιµών

MAE =
1
n

n∑
i=1
|yi − ŷi |

όπου yi είναι η πϱαγµατική τιµή και ŷi είναι η πϱοϐλεπόµενη τιµή.

• Μέσο Τετϱαγωνικό Σϕάλµα (RMSE): ΥπολογίϹει την τετϱαγωνική ϱίϹα του µέσου
όϱου των τετϱαγώνων των διαϕοϱών µεταξύ των πϱοϐλεπόµενων και των πϱαγµατικών
τιµών

RMSE =

√√
1
n

n∑
i=1

(yi − ŷi)2

όπου yi είναι η πϱαγµατική τιµή ŷi είναι η πϱοϐλεπόµενη τιµή.

4.3.3 Πείϱαµα 1 : LSTM έναντι Informer για µακϱοχϱόνια πϱόϐλεψη της

τιµής του Bitcoin

Από τη ϐιϐλιογϱαϕική ανασκόπηση του Κεϕαλαίου 2, τα καλύτεϱα αποτελέσµατα που
καταγϱάϕονται είναι αυτά για το µοντέλο LSTM στο Yahoo Finance dataset [3] τη χϱονική
πεϱίοδο 31/3/2018 - 31/3/2021, µε pred_len = 30, όπου πϱοκύπτει RMSE = 65.607 [15].

O Πίνακας 4.6 συνοψίϹει τις υπεϱπαϱαµέτϱους του Informer για την πϱώτη πειϱαµατική
διαδικασία, όπου και το µοντέλο πέτυχε MSE = 176.732,MAE = 12.86 και RMSE = 13.29.
Συγκϱινόµενη η τελευταία µετϱική µε την αντίστοιχη του µοντέλου LSTM παϱατηϱούµε ότι
επιτυγχάνεται µια ϐελτίωση της ακϱίϐειας κατά 79.74%. Τέλος, στο Σχήµα 4.2 παϱουσιάϹεται
η ποϱεία της εκπαίδευσης του µοντέλου Informer στην πϱοαναϕεϱόµενη συλλογή δεδοµένων.

4.3.4 Πείϱαµα 2: Informer έναντι W-Conv-Informer στο ωριαίο Bitcoin Hi-

storical Dataset

Από τη ϐιβλιογραφία, είναι γνωστό ότι απαιτείται µεγάλος αριθµός δειγµάτων για την κα-
τάλληλη εκπαίδευση µοντέλων µετασχηµατιστών, αποφεύγοντας την υπερπροσαρµογή. ΄Ετσι
για µια πιο ακριβή σύγκριση των δυο µοντέλων Informer και W-Conv-Informer προχωρήσα-
µε σε χϱήση του ωριαίου Bitcoin Historical Dataset (Ενότητα 4.1.3). Ο Informer(S) πέτυχε
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4.3.4 Πείραµα 2: Informer έναντι W-Conv-Informer στο ωριαίο Bitcoin Historical Dataset

Πίνακας 4.6: Informer model Hyperparameters,

Hyperparameters Values
sequence length of encoder 50
label length of decoder 25
prediction length 30
Encoder input size 1
Decoder input size 1
Dimension of model 512
Number of heads 8
Encoder layers 2
Decoder layers 1
Dropout 0.05
Attention ProbSparse
Activation function GELU
Batch size 32
Optimizer Adam
Loss function mse
Learning rate 3 ∗ 10−4

Epochs 13
Early stopping patience 3

Σχήµα 4.2: ∆ιάγϱαµµα συναϱτήσεων απώλειας κατά τη διάϱκεια της εκπαίδευσης του Informer
στη συλλογή δεδοµένων της Ενότητας 4.1.1
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MSE = 0.0086191, ενώ ο Wavelet-Conv-Informer(S) πέτυχε MSE = 0.0006933; ήταν δηλαδή
µια τάξη µεγέθους καλύτερος.

Τέλος, ο Πίνακας 4.7 συνοψίϹει τις υπεϱπαϱάµετϱους που επιλέχϑηκαν για το µοντέλο
W-Conv-Informer και το Σχήµα 4.3 την ποϱεία της εκπαίδευσης του µοντέλου.

Πίνακας 4.7: W-Conv-Informer, Informer hyperparameters(hourly dataset)

Hyperparameters Values
sequence length of encoder 50
label length of decoder 25
prediction length 30
Encoder input size 1
Decoder input size 1
Dimension of model 512
Number of heads 8
Encoder layers 2
Decoder layers 1
Dropout 0.05
Attention ProbSparse
Activation function GELU
Batch size 32
Optimizer Adam
Loss function mse
Learning rate 3 ∗ 10−4

Epochs 15
Early stopping patience 3

4.3.5 Πείϱαµα 3: W-Conv-Informer(S) έναντι W-Conv-Informer(MS) και In-

former(S) στο Yahoo Finance Bitcoin Dataset

Παϱακάτω παϱαϑέτονται οι υπεϱπαϱάµετϱοι που επιλέχϑηκαν για τα µοντέλα W-Conv-
Informer(S), (MS) και Informer(S) στο Yahoo Finance Bitcoin Dataset (Ενότητα 4.1.2), µε
εµπλουτισµό συναισϑήµατος από ειδήσεις (MS) και χωϱίς (S) (Πίνακας 4.8). ΄Οσον αϕοϱά
την ανάλυση συναισϑήµατος, παίϱνουµε το µέσο όϱο συναισϑήµατος κατά ηµέϱα. Για µια
ακϱιϐή µελέτη της επίδϱασης του συναισϑήµατος στην ηµεϱήσια τιµή του Bitcoin, καϑώς η
εν λόγω συλλογή δεδοµένων εµπεϱιέχει µια σειϱά από απουσιάϹουσες τιµές, επιλέγεται ένα
υποσύνολο των δεδοµένων συναισϑήµατος από 2022-01-17 έως 2023-12-19, στο οποίο δεν
υπάϱχουν απουσιάϹουσες τιµές (Σχήµα 4.4).

΄Οσον αφορά τη µετρική MSE, το µοντέλο Informer(S) (χωρίς πληροφορία συναισθήµα-
τος) πέτυχε τιµή 2.9701784, το µοντέλο Wavelet-Conv-Informer(S) (χωρίς πληροφορία συναι-
σθήµατος) πέτυχε τιµή 2.0836427 και το µοντέλο Wavelet-Conv-Informer(MS) (µε πληροφο-
ϱία συναισθήµατος) πέτυχε τιµή 1.0072587. Παρατηρούµε δηλαδή ότι το µοντέλο Wavelet-
Conv-Informer µε πληροφορία συναισθήµατος ϐελτιώνει το σφάλµα πάνω από 100%.

Τέλος, παϱαϑέτουµε την ποϱεία της εκπαίδευσης του µοντέλου W-Conv-Informer µε
εµπλουτισµό συναισϑήµατος (Σχήµα 4.6), χωϱίς (Σχήµα 4.5) αλλά και του µοντέλου Informer
χωϱίς συναίσϑηµα (Σχήµα 4.7).
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4.3.5 Πείραµα 3: W-Conv-Informer(S) έναντι W-Conv-Informer(MS) και Informer(S) στο Yahoo Finance
Bitcoin Dataset

Σχήµα 4.3: ∆ιάγϱαµµα συναϱτήσεων απώλειας κατά τη διάϱκεια της εκπαίδευσης του W-
Conv-Informer στη συλλογή δεδοµένων της Ενότητας 4.1.3

Σχήµα 4.4: ∆ιάγϱαµµα dataset του W-Conv-Informer στο Daily News
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Πίνακας 4.8: W-Conv-Informer, Informer models Hyperparameters (daily dataset)

Hyperparameters Values
sequence length of encoder 50
label length of decoder 25
prediction length 30
Encoder input size 1(M), 2(MS)
Decoder input size 1(M), 2(MS)
Dimension of model 512
Number of heads 8
Encoder layers 2
Decoder layers 1
Dropout 0.05
Attention ProbSparse
Activation function GELU
Batch size 32
Optimizer Adam
Loss function mse
Learning rate 3 ∗ 10−4

Epochs 15
Early stopping patience 3

Σχήµα 4.5: ∆ιάγϱαµµα συναϱτήσεων απώλειας κατά τη διάϱκεια της εκπαίδευσης του W-
Conv-Informer χωϱίς πληϱοϕοϱία συναισϑήµατος στη συλλογή δεδοµένων της Ενότητας 4.1.2
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4.3.5 Πείραµα 3: W-Conv-Informer(S) έναντι W-Conv-Informer(MS) και Informer(S) στο Yahoo Finance
Bitcoin Dataset

Σχήµα 4.6: ∆ιάγϱαµµα συναϱτήσεων απώλειας κατά τη διάϱκεια της εκπαίδευσης του W-
Conv-Informer µε πληϱοϕοϱία συναισϑήµατος στη συλλογή δεδοµένων της Ενότητας 4.1.3

Σχήµα 4.7: ∆ιάγϱαµµα συναϱτήσεων απώλειας κατά τη διάϱκεια της εκπαίδευσης του Informer
χωϱίς πληϱοϕοϱία συναισϑήµατος στη συλλογή δεδοµένων της Ενότητας 4.1.3
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Κεϕάλαιο 5

Σχολιασµός αποτελεσµάτων

Ηµεϱήσια Πϱόϐλεψη Πείϱαµατος 1

Αϱχικά εξετάσαµε την επίδοση του µοντέλου Informer στο πλαίσιο µακροπρόθεσµης
πρόβλεψης, συγκρίνοντάς τα αποτελέσµατα µε αυτά µιας εργασίας που συναντήσαµε

στη ϐιβλιογραφία, κατά την οποία προτείνεται η χϱήση του µοντέλου LSTM για µακροχρόνια
πρόβλεψη της τιµής του Bitcoin. Πραγµατοποιώντας αυτή την σύγκριση αποτελεσµάτων ,
παρατηρήσαµε πως µε τη χϱήση µοντέλου Informer είχαµε ϐελτίωση της απόδοσης κατά
περίπου 80 τοις εκατό, καθιστώντας τη χϱήση µοντέλων µετασχηµατιστών κατά πολύ κα-
λύτερη επιλογή για πρόβλεψη της µακροχρόνιας τιµής του Bitcoin. Επίσης παρατηρώντας
το Σχήµα 4.2, παρά την µεγάλη ϐελτίωση της επίδοσης του Informer µοντέλου σε σχέση
µε το LSTM µοντέλο, η εκπαίδευση του Informer τείνει πϱος την υπερπροσαρµογή. Αυτή
η τάση οφείλεται αφενός στον περιορισµένο αριθµό δειγµάτων στο dataset [64, 65], αφε-
τέρου, στις εξαιρετικά σηµαντικές ανακατατάξεις της τιµής του Bitcoin κατά το διαστήµατα
31/3/2018 - 31/3/2021, οι οποίες εµφανίστηκαν λόγω διαφόρων γεγονότων όπως εµφάνιση
covid-19, διάφορες κυβερνήσεις άρχισαν να εστιάζουν περισσότερο στις κρυπτονοµίσµατα,
δηµιουργώντας αβεβαιότητα και διακυµάνσεις στις τιµές, είσοδο µεγάλων χρηµατοπιστωτι-
κών ιδρυµάτων στο χώϱο των κρυπτονοµισµάτων, αλλά και µεγαλύτερη εξάπλωση των µέσων
κοινωνικής δικτύωσης. Ενδεικτικά, η πορεία της τιµής του Bitcoin υπήρξε ταραχώδης, µε
την αξία του να καταγράφει χαµηλό περίπου 3.100 δολάρια και να ϕτάνει σε υψηλό σχεδόν
60.000 δολάρια, µετά από αλλεπάλληλες διακυµάνσεις.

Ωϱιαία Πϱόϐλεψη Πειϱάµατος 2

Στο δεύτερο πείραµα, προχωρήσαµε στην ωριαία πρόβλεψη της τιµής του Bitcoin, συ-
γκρίνοντας τα αποτελέσµατα που προκύπτουν από τη χϱήση του µοντέλου W-Conv-Informer
και Informer. Ο λόγος για τον οποίο κινηθήκαµε πϱος αυτήν της κατεύθυνση είναι για να
έχουµε µια καλύτερη εικόνα της επίδοσης των δυο µοντέλων αποφεύγοντας το ενδεχόµενο
της υπερπροσαρµογής. Από τη ϐιβλιογραφία προκύπτει ότι τα µοντέλα µετασχηµατιστών,
αν και αποτελούν αξιόπιστη επιλογή για προβλήµατα µακροπρόθεσµης πρόβλεψης, για την
αποτελεσµατική τους εκπαίδευση απαιτείται µεγάλος όγκος δεδοµένων. Συγκεκριµένα πλο-
ύσια και µακρά χρονικά δεδοµένα, τόσο ως πϱος το πλήϑος των παρατηρήσεων όσο και τη
χρονική κάλυψη της συλλογής δεδοµένων. Σε συλλογές δεδοµένων περιορισµένης έκτασης,
όπως οι ηµερήσιες τιµές του Bitcoin µπορεί να προκύψουν προβλήµατα υπερπροσαρµογής
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ή ελλιπούς γενίκευσης [42, 66]. Επίσης, έχει διαπιστωθεί στη σχετική ϐιβλιογραφία, η απο-
τελεσµατικότητα αυτών των µοντέλων περιορίζεται όταν τα δεδοµένα είναι σπάνια ή µικρού
χρονικού ϐάϑους [42, 67].

Πϱαγµατοποιώντας τη σύγκριση των δυο µοντέλων παρατηρούµε πως το W-Conv-Infomrer
έχει καλύτερα αποτελέσµατα, υποδεικνύοντας έτσι τη σηµασία της χϱήσης µονοδιάστατου συ-
νελικτικού δικτύου πϱιν από το µηχανισµό προσοχής για την αντιµετώπιση του προβλήµατος
της χρονικής απώλειας, αλλά και τη σηµασία χϱήσης µετασχηµατισµών Wavelet για την κα-
λύτερη επεξεργασία των δεδοµένων χρονοσειρών.

Ηµεϱήσια Πϱόϐλεψη του Πειϱάµατος 3

Στο τϱίτο πείραµα εισάγουµε και πληροφορία συναισθήαµτς στο µοντέλο W-Conv-Informer
και συγκρίνουµε τα αποτελέσµατα που προκύπτουν µε και χωρίς εµπλουτισµό συναισθήµα-
τος. Παρατηρούµε ότι πράγµατι ο εµπλουτισµός συναισθήµατος στο µοντέλο έχει ως απο-
τέλεσµα τη ϐελτίωση της επίδοσης του µοντέλου κατά σηµαντικό ϐαθµό παρόλο τον µικρό
αριθµό διαθέσιµων δεδοµένων για την εκπαίδευση των δυο µοντέλων. Καθιστώντας έτσι εξαι-
ϱετικά χρήσιµο τον εµπλουτισµό συναισθήµατος για τη ϐελτίωση της επίδοσης του µοντέλου.
Τέλος, σχετικά µε την εκπαίδευση του µοντέλου Informer, το σφάλµα επαλήθευσης µειώνεται
έντονα στην αρχή, ϕτάνει σε ελάχιστο κατά την 4η εποχή, στη συνέχεια αρχίζει να αυξάνεται,
σηµάδι τάσης πϱος υπερπροσαρµογή, κάτι που δεν το συναντάµε στο W-Conv-Informer, αν
και ο αριθµός των παραµέτρων πϱος εκπαίδευση είναι µεγαλύτερος.

Σε αυτό το σηµείο συµπεραίνουµε ότι παρουσιάζει ϕαινόµενα υπερπροσαρµογής ενώ το
W-Conv-Informer αντιστέκεται. Αυτό οφείλεται στο ότι ο ϐασικός µηχανισµός προσοχής δεν
ενσωµατώνει χρονική απώλεια. Αντίθετα, το W-Conv-Informer, µε τη χϱήση των σειριακών
συνελικτικών επίπεδων (Conv1D) πϱιν από τον µηχανισµό προσοχής ενισχύει τη δυνατότητα
γενίκευσης του µοντέλου. Ακόµα µε τη χϱήση υπολειµµατικής σύνδεσης µεταξύ του εξόδου
του Conv1D και του µηχανισµού προσοχής, περιορίζεται η απώλεια πληροφορίας. Τέλος, η
χϱήση µετασχηµατισµού Wavelet που εφαρµόζεται στα δεδοµένα πϱιν τον µηχανισµό προ-
σοχής και προσφέρει πολυκλιµακική ανάλυση και ϐοηθά στην αποµάκρυνση του ϑορύβου.
Κλείνοντας, αξίζει να σηµειώσουµε πως η εκπαίδευση του W-Conv-Informer µε και χωρίς
εκπαίδευση, παρουσιάζει µια εξαιρετικά γρήγορη προσαρµογή στα δεδοµένα καθώς παρα-
τηρούµε κατά την εκπαίδευσή του η πτώση του σφάλµατος εκπαίδευσης είναι αξιοσηµείωτη,
έως και τη 2η εποχή, ένα χαρακτηριστικό της εκπαίδευσης του µοντέλου σηµαντικό και για
λόγους υπολογιστικού κόστους όσο και γενίκευσης σε νέα δεδοµένα.
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Κεϕάλαιο 6

Συµπεϱάσµατα και Μελλοντικές Κατευϑύνσεις

6.1 Συµπεϱάσµατα

Στην παϱούσα εϱγασία εξετάσαµε τη χϱήση διαϕόϱων µεϑόδων πϱόϐλεψης της τιµής του
Bitcoin. Αϱχικά, είδαµε ότι τα µοντέλα µετασχηµατιστών και ειδικότεϱα το µοντέλο

Informer παϱουσιάϹει καλύτεϱα αποτελέσµατα από το µοντέλο LSTM για τη µακϱοχϱόνια
πϱόϐλεψη της τιµής του Bitcoin, παϱόλη την υψηλή αστάϑεια που αυτή παϱουσιάϹει. Παϱά
την καλύτεϱη επίδοση των παϱαπάνω µοντέλων, αξίϹει να σηµειωϑεί πως για την εκπαίδευση
τους χϱειάϹεται µεγαλύτεϱος αϱιϑµός δειγµάτων σε σχέση µε το LSTM µοντέλο.

Επίσης παρουσιάστηκε ένα νέο µοντέλο (σύµφωνα µε όσα συναντήσαµε κατά την ανα-
δροµή µας στη ϐιβλιογραφία), ϐασισµένο στο µοντέλο Informer, το W-Conv-Informer, το
οποίο αξιοποιεί την ικανότητα του µηχανισµού προσοχής να επεξεργάζεται µακροχρόνιες
συσχετίσεις µε µια σειρά από συνελικτικά δίκτυα µε τη χϱήση υπολειµµατικών συνδέσεων.
Τo προτεινόµενο µοντέλο παρουσίασε αξιοσηµείωτα καλύτερη επίδοση σε ωριαία δεδοµένα
σε σχέση µε το αρχικό Informer µοντέλο.

Ακόµα, προχωρήσαµε στη σύγκριση του µοντέλου Informer αλλά και W-Conv-Informer
µε και χωρίς εµπλουτισµό συναισθήµατος πάνω σε ηµερήσια δεδοµένα. Παρατηρήσαµε,
καλύτερη επίδοση του W-Conv-Informer έναντι του Informer και οµαλή εκπαίδευση του
πϱώτου, ενώ το δεύτερο παρουσίασε σηµάδια υπερπροσαρµογής. Επιπρόσθετα, καταγράψα-
µε αξιοσηµείωτη ϐελτίωση της επίδοσης του µοντέλου µε τη χϱήση συναισθήµατος για τον
εµπλουτισµό των δεδοµένων, καθιστώντας αυτήν την κατεύθυνση σηµαντική για την περαι-
τέρω ϐελτίωση του µοντέλου. Ακόµη, όπως τονίσαµε, το µοντέλο W-Conv-Informer παρου-
σιάζει µια εξαιρετικά γρήγορη προσαρµογή στα δεδοµένα, µε το χαρακτηριστικό αυτό να
αποτελεί ένδειξη της ικανότητας του µοντέλου να µαθαίνει αποτελεσµατικά σε µικρό αριθµό
εποχών. Το τελευταίο είναι σηµαντικό από πλευράς υπολογιστικού κόστους καθιστώντας το
κατάλληλο για εφαρµογές που απαιτείται ταχεία εκπαίδευση ή συνεχή προσαρµογή σε νέα
δεδοµένα πραγµατικού χϱόνου αλλά και σε περιβάλλοντα µε περιορισµένους υπολογιστικούς
πόϱους.

Από την ανάλυση ϕάνηκε πως το Conv1D είναι η πυξίδα που οδηγεί το µηχανισµό
πϱοσοχής στα σωστά χϱονικά µονοπάτια και τα Wavelets είναι ο ϕακός που του δείχνει τις
λεπτοµέϱειες. ΄Εχουµε έτσι ένα δισδιάστατο πϱίσµα για επεξεϱγασία του χϱόνου· στην 1η
διάσταση έχουµε αποσύνϑεση της χϱονοσειϱάς σε υψηλή, µεσαία και χαµηλή συχνότητα. Η
υψηλή συχνότητα πϱοσδιοϱίϹει αν µια µεταϐολή είναι spike, δηλαδή απότοµη και τϱαχιά της
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τιµής (πχ. flash crash). Ενώ η χαµηλή πϱοσδιοϱίϹει αν µια µεταϐολή είναι trend, δηλαδή τη
µακϱοπϱόϑεσµη συµπεϱιϕοϱά της χϱονοσειϱάς της αγοϱάς στην πεϱίπτωση του Bitcoin (πχ
bull market). Πληϱοϕοϱία, εξαιϱετικά σηµαντική για την πϱόϐλεψη ενός τόσο ασταϑούς και
απϱόϐλεπτου στοιχείου όπως είναι η τιµή του Bitcoin. Η 2η διάσταση συγκϱατεί τις χϱονικές
σχέσεις της χϱονοσειϱάς. Καταλήγοντας και λαµϐάνοντας υπόψιν τα παϱαπάνω, η παϱούσα
εϱγασία πϱοσϕέϱει µια νέα πϱόταση για επαναπϱοσδιοϱισµού του χϱόνου, γενικότεϱα για
τα µοντέλα µετασχηµατιστών.

6.2 Μελλοντικές Κατευϑύνσεις

Αϱχικά, για την αντιµετώπιση του Ϲητήµατος µη επάρκειας διαθέσιµων ηµερήσιων δεδο-
µένων για την κατάλληλη εκπαίδευση των µοντέλων Informer, ιδιαίτερα για την εκπαίδευση
του µοντέλου σε περιόδους µεγάλης και συνεχούς µεταβλητότητας σαν και αυτή που παρατη-
ϱήσαµε στο Πείραµα 1 του προηγούµενου κεφαλαίου, δυο κατευθύνσεις που ϑα µπορούσαν
να ακολουθηθούν στο µέλλον αναφέρονται παρακάτω.

Εύϱεση µετοχών που η τιµή τους παρουσιάζει συσχέτιση µε αυτή του Bitcoin , η εκπα-
ίδευση του µοντέλου στις µεταβολές τιµών αυτών των µετοχών και στη συνέχεια πραγµατοπο-
ίηση fine-tuning στο διαθέσιµο dataset της τιµής του Bitcoin. Ενδεικτικά, κάποιες εταιρείες
των οποίων οι ηµερήσιες τιµές σε ϐάϑος χϱόνου ϑα µπορούσαν να χρησιµοποιηθούν κατά
αυτόν το τϱόπο είναι οι εταιρείες Tesla, Microsoft και NVIDIA. Αναφορικά µε τις δύο πϱώτες
έχουν συνδεθεί µε το Bitcoin κάνοντας το δεκτό ως µέσο πληρωµής. Η Tesla για ένα σηµα-
ντικό διάστηµα του 2021 και η Microsoft ξεκίνησε το 2014 και συνεχίζει να το κάνει δεκτό.
Τέλος προτείνεται η NVIDIA καθώς ανέκαθεν οι GPU της αποτελούν δηµοφιλή επιλογή για
εξόρυξη κρυπτονοµισµάτων και ιδιαίτερα τα πϱώτα χϱόνια της καθιέρωσης του Bitcoin.

Χϱήση τεχνικών όπως data augmentation για την παραγωγή επιπρόσθετων δειγµάτων.
Αυτή η επιλογή επιλογή µπορεί να ϐοηθήσει σηµαντικά στην περίπτωση των ηµερήσιων
δεδοµένων της τιµής του Bitcoin. Πιο συγκεκριµένα, αυτή η τεχνική επιτρέπει την τεχνη-
τή παραγωγή επιπρόσθετων δειγµάτων µέσω µετασχηµατισµών στα υφιστάµενα δεδοµένα,
διατηρώντας παρόλα αυτά τη δυναµική και τα χαρακτηριστικά της χρονοσειράς. Χαρακτη-
ϱιστικά, κάποιες από τις τεχνικές που ϑα µπορούσαν να αξιοποιηθούν είναι η προσθήκη
µικρής ϑορυβόδους µεταβολής (π.χ. γκαουσιανό ϑόρυβο), χϱήση µοντέλων GAN για τη δη-
µιουργία συνθετικών χρονοσειρών που µιµούνται τη συµπεριφορά της τιµής του Bitcoin. Με
τη χϱήση των παραπάνω τεχνικών, µπορούν να δηµιουργηθούν πολλαπλά τεχνητά δείγµατα
ϐοηθώντας κατά αυτόν τον τϱόπο στην αντιµετώπιση ϕαινόµενων όπως η υπερπροσαρµογή ή
η ανισορροπία στα δεδοµένα ανοδικών/καϑοδικών τάσεων.

Μία ακόµη γενικότερη κατεύθυνση που ϑα µπορούσε να ακολουθηθεί, ανεξάρτητα µε τη
ϕύση της µεταβλητότητας της περιόδου εκπαίδευσης του µοντέλου, είναι µέσω της χϱήσης
των ευρέως διαδεδοµένων µεγάλων γλωσσικών µοντέλων. Μια σηµαντική εργασία που προα-
ναφέραµε είναι η χϱήση προεκπαιδευµένων µεγάλων γλωσσικών µοντέλων για την πρόβλεψη
χρονοσειρών [46]. Στην συγκεκριµένη εργασία αξιοποιούνται οι δυνατότητες των LLM για
την πρόβλεψη χρονοσειρών αφού αρχικά µετατραπούν σε µορφή κειµένου και µετά από την
έξοδο τους από το LLM µετατρέπονται ξανά σε µορφή χρονοσειράς.

΄Ετσι, προτείνουµε την περαιτέρω ανάπτυξη ενός τέτοιου µοντέλου µε την αξιοποίηση
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του κωδικοποιητή που χρησιµοποιήσαµε στο µοντέλο W-Conv-Informer. Με αυτόν τον
τϱόπο αφενός ϑα αξιοποιήσουµε τις µεγάλες δυνατότητες επεξεργασίας που προσφέρουν
τα προεκπαιδευµένα LLM και αφετέρου ϑα κάνουµε χϱήση της δυνατότητας που προσφέρει
ο κωδικοποιητής του W-Conv-Informer για την αντιµετώπιση του προβλήµατος της χρονι-
κής απώλειας που παρατηρείται κατά τη χϱήση των µοντέλων µετασχηµατιστών (Σχήµα 6.1).
Τέλος, λόγω της χϱήσης προεκπαιδευµένου µοντέλου LLM, ϑα µπορούσε να ξεπεραστεί κατά
αυτόν τον τϱόπο και το πρόβληµα του περιορισµένου αριθµού δεδοµένων που παρατηρήθηκε
στα ηµερήσια δεδοµένα της τιµής του Bitcoin.

Σχήµα 6.1: Πϱοτεινόµενο µοντέλο επέκτασης του W-Conv-Informer
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