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Περίληψη 

 

Ο σκοπός της παρούσας εργασίας είναι να παρουσιάσει βασικές έννοιες των Μηχανών 

∆ιανυσµατικής Υποστήριξης-SupportVector Machines (SVMs), καθώς πρόσφατες  εφαρµογές 

και επεκτάσεις των SVMs. H SVM τεχνική χρησιµοποιείται ευρέως και έχει απόδοση (δηλαδή, ο 

συντελεστής σφάλµατος για τα σύνολα δοκιµών) είτε παρόµοια είτε σηµαντικά καλύτερη από 

εκείνη των ανταγωνιστικών µεθόδων. 

Το πρώτο κεφάλαιο αποτελεί µια εισαγωγή στις SVMs και σε σχετικές στατιστικές έννοιες όπως 

είναι η VC διάσταση, η ελαχιστοποίηση του διαρθρωτικού κινδύνου, τα σηµεία προδιορισµού 

και ο αριθµός των παραµέτρων. Στο δεύτερο κεφάλαιο παρουσιάζονται οι λόγοι χρήσης των 

SVMs. Συγκεκριµένα, παρουσιάζονται το χαλαρό περιθώριο ταξινόµησης, ο έλεγχος 

πολυπλοκότητας και εφαρµογές των SVMs. 

Στο τρίτο κεφάλαιο γίνεται αναφορά στις γραµµικές SVMs και στις προυποθέσεις Karush-Kuhn-

Tucker (KKT). Στη συνέχεια γίνεται αναφορά στο βέλτιστο υπερσύνολο, στη δοκιµαστική φάση 

και στη µηχανολογική αναλογία. Στο τέταρτο κεφάλαιο  παρουσιάζονται µη γραµµικές SVMs 

και η κατάσταση Mercer.  Επίσης, στο τέταρτο κεφάλαιο παρουσιάζουµε µερικά παραδείγµατα 

µη γραµµικών SVMs. Στο πέµπτο κεφάλαιο γίνεται λόγος για τη βελτιωµένη απόδοση των 

δεδοµένων τόσο µέσω των wrappers όσο και µέσω των filters. Ακόµη, γίνεται ταξινόµηση µέσω 

SVMs καθώς και αξιολόγηση των αποτελεσµάτων και των παρατηρήσεων. 

Στο έκτο κεφάλαιο αναφερόµαστε στην δυαδική κατηγοριοποίηση (Binary Classification) και 

στα soft margin. Επιπλέον αναφερόµαστε στην κανονικοποίηση, στο χειρισµό µη ισορροπηµένου 

αριθµού δεδοµένων, καθώς και παρουσιάζονται τα kernels, οι µέθοδοι cross validation και οι 

όροι sensitivity και specificity. Επιπροσθέτως, στο έβδοµο κεφάλαιο γίνεται αναλυση και 

εξαγωγή αποτελεσµάτων των δεδοµένων. 

Τέλος στο όγδοο και τελικό κεφάλαιο µας παρουσιάζουµε τις τεχνικές εξόρυξης πληροφορίας 

(data mining) και το λογισµικό Clementine το οποίο και εφαρµόσαµε σε σεισµολογικά δεδοµένα.  

Κατόπιν κάναµε µια σύντοµη αναφορά στην Area Under the Curve (AUC) και τέλος 

προχωρήσαµε στην εφαρµογή καθώς και στην ερµηνεία των αποτελεσµάτων. 

 

 

 

 

 

 

 



Μηχανές διανυσματικής υποστήριξης - SVMs  

 

Σελ. 6 από 120 

 

Abstract 

 

The purpose of this paper is to present basic concepts of Support Vector Machines-(SVMs), their 

recent applications and some extensions of SVMs.  The SVM technique is widely used and has 

performance (i.e., the error rate on test sets) either similar or significantly better than the 

competing methods. 

 

The first chapter is an introduction to SVMs and related statistical concepts such as the VC 

dimension, the minimizing of the structural risk, the determination points and the number of 

parameters. The second chapter presents the reasons for using SVMs, specifically, the loose 

margin classification, the control complexity and applications of SVMs. 

 

The third chapter refers to the linear SVMs and to the conditions Karush-Kuhn-Tucker 

(KKT). The following sections discuss the optimal hyperset, the test phase and the mechanical 

analogy. The fourth chapter presents non-linear SVMs, and the situation Mercer. In addition, in 

the fourth chapter we present some examples of nonlinear SVMs. The fifth chapter talks about the 

improved performance of data both through wrappers and filters methods. There has been also 

classification via SVMs and evaluation of the results and the observations. 

 

In the sixth chapter we refer to the Binary Classification and to the soft margin. Furthermore, we 

refer to the normalization and handling of unbalanced number of data; present the kernels, cross 

validation methods and the terms of sensitivity and specificity. Moreover, in the seventh chapter, 

there has been analysis and export of data results. 

 

Finally in the eighth and final chapter we present the data mining techniques and the Clementine 

software which we applied to seismic data. We then made a brief reference to the Area Under the 

Curve (AUC), and proceed with the implementation and interpretation of the results. 
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1. Μηχανική Μάθηση  

 

 Η Μηχανική Μάθηση θεωρείται ως ένα παρακλάδι της Τεχνητής Νοηµοσύνης και ασχολείται µε 

την ανάπτυξη τεχνικών και µεθόδων µέσω του υπολογιστή. Η ανάπτυξη των αλγορίθµων 

επιτρέπει στον υπολογιστή να ασκεί καθήκοντα και δραστηριότητες.  

Η Support Vector Machine (SVM) αναπτύχθηκε για πρώτη φορά το 1992, και θεσπίστηκε από 

τους Boser, Guyon, και Vapnik σε COLT-92. Οι Μηχανές διανύσµατος υποστήριξης (SVMs) 

είναι ένα σύνολο µεθόδων που χρησιµοποιούνται για την ταξινόµηση και παλινδρόµηση. 

Ανήκουν σε µια οικογένεια γενικευµένων γραµµικών ταξινοµητών. Η Support Vector Machine 

(SVM) είναι ένα εργαλείο πρόβλεψης, ταξινόµησης και παλινδρόµησης που χρησιµοποιεί τη 

θεωρία της µηχανικής µάθησης για τη µεγιστοποίηση της προγνωστικής ακρίβειας ενώ αυτόµατα 

αποφεύγονται τα υπερβολικά ταιριαστά δεδοµένα. Η SVM ήταν αρχικά δηµοφιλής στην 

κοινότητα του ερευνητικού κοινού και τώρα είναι ένα ενεργό µέρος της έρευνας της µηχανικής 

µάθησης σε όλο τον κόσµο.  Η SVM έγινε ευρέως γνωστή όταν έγινε εισαγωγή χρήσης pixel, 

διότι δίνει ακρίβεια συγκρίσιµη µε τα πολύπλοκα νευρωνικά δίκτυα µε επεξεργασµένα στοιχεία 

σε µια εργασία αναγνώρισης χειρογράφου. Έχει, επίσης, χρησιµοποιηθεί από πολλές εφαρµογές, 

όπως η ανάλυση µε το χέρι, η ανάλυση προσώπου και ούτω καθ 'εξής, ειδικά για την ταξινόµηση 

µοτίβου και παλινδρόµησης. Τα θεµέλια της SVM έχουν αναπτυχθεί από τον Vapnik και η SVM 

χρησιµοποιείται πλέον ευρέως λόγω των πολλών ελπιδοφόρων χαρακτηριστικών, όπως η 

καλύτερη εµπειρική απόδοση.  Η ελαχιστοποίηση του κινδύνου στις SVMs (SRM) έχει 

αποδειχθεί ότι είναι ανώτερη από την παραδοσιακή εµπειρική ελαχιστοποίηση του κινδύνου 

(ERM), η οποία χρησιµοποιείται από τα συµβατικά νευρωνικά δίκτυα.  Αυτή η διαφορά είναι 

πολύ σηµαντική και εξοπλίζει την SVM µε µια µεγαλύτερη δυνατότητα να γενικευθεί. Οι SVMs 

αναπτύχθηκαν για να λύσουν προβλήµατα ταξινόµησης, αλλά πρόσφατα έχουν επεκταθεί στην 

επίλυση προβληµάτων παλινδρόµησης. 

 

  1.1 Περιορισµός σε σχέση µε την γενικευµένη απόδοση  

 

Υπάρχουν περιορισµοί που διέπουν τη σχέση µεταξύ της χωρητικότητας µιας SVM  και της 

απόδοσής της. Η θεωρία αναπτύχθηκε από εκτιµήσεις, υπό ποιες περιστάσεις και πόσο γρήγορα 

ο µέσος όρος κάποιων εµπειρικών ποσοτήτων συγκλίνει οµοιόµορφα, καθώς ο αριθµός των 

σηµείων των δεδοµένων αυξάνει. 

Ας υποθέσουµε ότι κάθε παρατήρηση αποτελείται από ένα ζεύγος: ένα διάνυσµα 
i nx R∈ , i = 

1,. . . , L ,  και iy . Στο πρόβληµα του δέντρου αναγνώρισης, το ix µπορεί να είναι ένα διάνυσµα 

τιµών  pixel (π.χ. n = 256 για µια εικόνα), και το iy  θα είναι 1 αν η εικόνα περιέχει ένα δέντρο, 

και -1 διαφορετικά. 

Τώρα υποτίθεται ότι υπάρχει κάποια άγνωστη κατανοµή πιθανοτήτων P (x, y) από την οποία 

απεικονίζονται τα δεδοµένα αυτά, δηλαδή, τα δεδοµένα θεωρούνται "iid" (ανεξάρτητα 

σχεδιασµένα και µε πανοµοιότυπη διανοµή). Θα συµβολίζουµε µε P την αθροιστική κατανοµή 
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πιθανότητας, και  p την πυκνότητα τους. Σηµειώνουµε ότι αυτή η υπόθεση είναι πιο γενική από 

το να συσχετίσεις ένα σταθερό y µε κάθε x: επιτρέπει µια κατανοµή του y για µια δεδοµένη x. 

Τώρα, ας υποθέσουµε ότι έχουµε ένα µηχάνηµα, στόχος του οποίου είναι η χαρτογράφηση της 

απεικόνισης ix → iy . Το µηχάνηµα στην πραγµατικότητα προσδιορίζεται από ένα σύνολο 

πιθανών αντιστοιχίσεων x → f (x, α), όπου οι λειτουργίες f (x, α) είναι αυτοχαρακτηρισµένες από 

τις παραµέτρους α. Το µηχάνηµα υποτίθεται ότι είναι ντετερµινιστικό: για εισαγωγή δεδοµένων 

(input) x, και επιλογή του α, θα δώσει πάντα το ίδιο αποτέλεσµα (output) f(x,α). Μια 

συγκεκριµένη επιλογή του α δηµιουργεί αυτό που ονοµάζουµε  "εκπαιδευµένη µηχανή." (trained 

machine). Έτσι, για παράδειγµα, ένα νευρωνικό δίκτυο µε συγκεκριµένη αρχιτεκτονική, µε α να 

αντιστοιχεί στα βάρη, είναι µια µηχανική µάθησης. Η προσδοκία του σφάλµατος για µια µηχανή 

µάθησης είναι ως εκ τούτου: 

1
( ) ( , ) ( , )

2
R a y f x a dP x y= −∫                                                                  

 

Σηµειώστε ότι, όταν υπάρχει µια πυκνότητα p(x, y), η ποσότητα dP(x, y) µπορεί να γραφτεί p(x, 

y)dxdy. Αυτός είναι ένας τρόπος γραφής του πραγµατικού µέσου λάθος, εκτός και αν έχουµε µια 

εκτίµηση του P (x, y). Η ποσότητα R (α) ονοµάζεται ο αναµενόµενος κίνδυνος, ή απλά 

κίνδυνος. Εδώ θα το  ονοµάσουµε πραγµατικό κίνδυνο, για να τονίσουµε ότι είναι η ποσότητα 

που τελικά µας ενδιαφέρει. Ο «Εµπειρικός κίνδυνος» ( )empR a  ορίζεται να είναι ακριβώς το µέσο 

ποσοστό σφάλµατος σε ένα σύνολο δεδοµένων (για ένα σταθερό, πεπερασµένο αριθµό 

παρατηρήσεων) 

{ }

{ }
{ } { }

1

( )

1
( ) ( , )

2

,

(log(2 / ) 1) log( / 4)
( ) ( ) ( )

( )

( ) 1,1 ,

emp

l

emp i i

i

i i

emp

R a

R a y f x a
l

x y

h l h n
R a R a

l

f a

f a x a

=

= −

+ −
≤ +

∈ − ∀

∑

 

1

1
( ) ( , )

2

l

emp i i

i

R a y f x a
l =

= −∑  

 

Σηµειώστε ότι δεν εµφανίζεται εδώ πιθανότητα κατανοµής. Η ( )empR a  είναι ένας σταθερός 

αριθµός για µια συγκεκριµένη επιλογή του α και για ένα συγκεκριµένο σύνολο δεδοµένων 
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{ },i ix y . 

Η ποσότητα ονοµάζεται απώλεια. Η  περίπτωση που περιγράφεται εδώ, µπορεί 

να λάβει µόνο τις τιµές 0 και 1. Τώρα επιλέγουµε κάποια η τέτοια ώστε 0 ≤ η ≤1. Στη συνέχεια, 

για τις ζηµίες που επιδέχονται αυτές οι τιµές, µε πιθανότητα 1 - η, ισχύει το ακόλουθο:  

(log(2 / ) 1) log( / 4)
( ) ( ) ( )emp

h l h n
R a R a

l

+ −
≤ +         (1) 

 

όπου h είναι ένας µη-αρνητικός ακέραιος που ονοµάζεται Vapnik Chervonenkis (VC) διάσταση, 

και είναι ένα µέτρο της έννοιας της ικανότητας. Στη συνέχεια θα επικαλεστούµε το δικαίωµα της 

εξίσωσης (1), τον "Κίνδυνο περιορισµού". Ο δεύτερος όρος ονοµάζεται «εµπιστοσύνη VC». 

Σηµειώνουµε τρία βασικά σηµεία σχετικά µε αυτό τον περιορισµό. Κατ 'αρχάς, είναι ανεξάρτητη 

του P (x, y). Υποθέτει µόνο ότι και τα δεδοµένα εκπαίδευσης και τα δεδοµένα των δοκιµών 

σχεδιάζονται ανεξάρτητα σύµφωνα µε ορισµένες P (x, y).  

Παρέχοντας περισσότερες διαφορετικές µηχανές µάθησης (υπενθυµίζουµε ότι «µηχανή 

µάθησης» είναι µια εναλλακτική ονοµασία για µια οικογένεια των συναρτήσεων f (x, α)), και 

επιλέγοντας ένα σταθερό, αρκετά µικρό n, η µηχανή η οποία ελαχιστοποιεί την δεξιά πλευρά, 

επιλέγουµε αυτό το µηχάνηµα που δίνει το χαµηλότερο άνω όριο για τον πραγµατικό 

κίνδυνο. Αυτό παρέχει στον πειραµατιστή µια µέθοδο για την επιλογή της µηχανής µάθησης για 

µια συγκεκριµένη εργασία, και είναι η βασική ιδέα ελαχιστοποίησης του κινδύνου. 

1.1.1 Ελαχιστοποίηση του περιορισµού µε την ελαχιστοποίηση h 

 

Η Εικόνα 1 δείχνει πως ο δεύτερος όρος στη δεξιά πλευρά της παραπάνω εξίσωσης (1) διαφέρει 

κατά h, δεδοµένου ότι το επιπέδο εµπιστοσύνης είναι 95% (n= 0.05) και υποθέτουµε ότι έχουµε 

ένα µεγέθος 10.000. 

Έτσι, δίνεται κάποια επιλογή ανάµεσα στις µηχανές µάθησης των οποίων ο εµπειρικός κίνδυνος 

είναι µηδέν, όταν κάποιος θέλει να επιλέξει µια µηχανική µάθησης της οποίας τα σύνολα 

λειτουργιών έχουν ελάχιστη διάσταση VC. Αυτό θα οδηγήσει σε ένα καλύτερο άνω όριο για 

το πραγµατικό λάθος. Σε γενικές γραµµές, για ένα µη µηδενικό εµπειρικό κίνδυνο, κάποιος θα 

πρέπει να επιλέξει τη µηχανή η οποία ελαχιστοποιεί τη δεξιά πλευρά της εξίσωσης (1). Να 

σηµειωθεί ότι όσον αφορά την υιοθέτηση αυτής της στρατηγικής, µπορούµε να 

χρησιµοποιήσουµε µόνο την Εξ. (1) ως οδηγό. Η Εξ. (1) δίνει µε συγκεκριµένη πιθανότητα ένα 

άνω όριο για τον πραγµατικό κίνδυνο.  Σηµειώστε επίσης ότι το διάγραµµα δείχνει 

ότι για h / l> 0.37 (και για n= 0.05 και l= 10,000), η VC εµπιστοσύνη υπερβαίνει την ενότητα. 
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Εικόνα 1 

 

1.2 Στατιστική Θεωρία  

 

Η στατιστική θεωρία  παρέχει ένα πλαίσιο για τη µελέτη του προβλήµατος για την απόκτηση 

γνώσης, κάνοντας  

 προβλέψεις,  

 λήψη αποφάσεων 

από ένα σύνολο δεδοµένων. 

Στη στατιστική θεωρία το πρόβληµα της εποπτευόµενης µάθησης έχει ως εξής. 

Μας δίνεται ένα R
n
 × R σύνολο δεδοµένων εκπαίδευσης {(x1,y1)... (xl,yl)}και η 

δειγµατοληψία γίνεται σύµφωνα µε µια άγνωστη κατανοµή πιθανοτήτων P (x, y), και µια 

απώλεια λειτουργίας V (y, f(x)) η οποία µετρά το λάθος, για ένα δεδοµένο (x, f(x)) που 

είναι «προβλέψιµο» αντί της πραγµατικής αξίας y. Το πρόβληµα συνίσταται στην εύρεση 

µίας συνάρτησης f που ελαχιστοποιεί την προσδοκία του σφάλµατος σχετικά µε τα νέα 

δεδοµένα. 

∫ dy d y),P( ))f(V(y, xxx
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1.3 Η VC διάσταση 

 

Η VC διάσταση είναι µια ιδιότητα ενός συνόλου λειτουργιών  { }( )f a  

(και πάλι, χρησιµοποιούµε α ως γενικό σύνολο παραµέτρων: η επιλογή του α καθορίζει 

µια συγκεκριµένη λειτουργία),  µπορεί να οριστεί για διάφορες κατηγορίες της λειτουργιών 

f. Εδώ θα εξετάσουµε µόνο τις λειτουργίες που αντιστοιχούν σε δύο κατηγορίες, έτσι 

ώστε { } { }( ) 1,1 ,f a x a∈ − ∀ . Τώρα,  ένα δεδοµένο σύνολο µε i σηµεία µπορεί να επισηµανθεί µε 

2l  πιθανούς  τρόπους, και για κάθε επισήµανση, ένα µέλος του συνόλου { }( )f a µπορεί να 

βρει ποιό αποδίδει σωστά τις ετικέτες, τότε λέµε ότι αυτό το σύνολο των σηµείων είναι ένα 

σύνολο λειτουργιών. Η VC διάσταση για το σύνολο των λειτουργιών { }( )f a ορίζεται ως ο 

µέγιστος αριθµός των σηµείων κατάρτισης που µπορεί να έχουν προσδιοριστεί από τον { }( )f a .  

Αρχικά, θα αποδειχθεί ότι η VC διάσταση των SVMs µπορεί να είναι πολύ µεγάλη (ακόµα και 

άπειρη). Στη συνέχεια, θα διερυνηθεί µε διάφορα επιχειρήµατα ως προς το γιατί, παρ 'όλα αυτά, 

οι SVMs συνήθως παρουσιάζουν καλή απόδοση. Επί του παρόντος δεν υπάρχει θεωρία η οποία 

εγγυάται ότι µια δεδοµένη οικογένεια SVMs έχει υψηλή ακρίβεια σε ένα δεδοµένο πρόβληµα. 

Θα καλούµε κάθε πυρήνα που πληρεί τις προϋποθέσεις Mercer ως θετικό πυρήνα, καθώς και τον 

αντίστοιχο H χώρο, ως χώρο ενσωµάτωσης.  Επίσης, καλούµε κάθε χώρο ενσωµάτωσης µε 

ελάχιστη διάσταση για ένα συγκεκριµένο πυρήνα ως «ελάχιστο χώρο εµφύτευσης». Έχουµε τα 

εξής: 

 

Θεώρηµα 1. 

‘Εστω Κ ένας θετικός πυρήνας που αντιστοιχεί σε ελάχιστο χώρο ενσωµάτωσης Η. Στη συνέχεια, η 

VC διάσταση του αντίστοιχου SVM είναι dim(H) + 1. 

Ας δούµε δύο παραδείγµατα. 

 

(α) VC διάσταση  

Σκεφτείτε µία SVM µε οµοιογενή πολυωνυµικό πυρήνα, που ενεργεί για δεδοµένα σε LdR : 

 

1 2 1 2 1 , 2( , ) ( ) , LdpK x x x x x x R= ∈�  
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Όπως και στην περίπτωση 2Ld =  ο πυρήνας δεν είναι τετραγωνικός, και µπορεί κανείς να 

κατασκευάσει τον Φ χάρτη. Θέτοντας 
1 2i i iz x x= , έτσι ώστε 1 2 1( , ) ( ... )

L

p

dK x x z z= + + , 

βλέπουµε ότι κάθε διάσταση Η ανταποκρίνεται σε δοσµένες δυνάµεις iz . Στην πραγµατικότητα, 

εάν επιλέξουµε να αναφερόµαστε στον Φ(x) µε αυτόν τον τρόπο, µπορούµε να γράψουµε τη 

χαρτογράφηση για κάθε p και Ld : 

 

1

1 2 1

11 2

!
....( ) ( ) ... , , 0

! !... !

L

dL

L

L

d
rr

r r d i i

id

p
x x x r p r

r r r =

Φ = = ≥∑  

 

Αυτό οδηγεί στο παρακάτω θεώρηµα: 

 

Θεώρηµα 2.  

 

Αν ο χώρος των δεδοµένων έχει διάσταση Ld  , η διάσταση του ελάχιστου χώρου ενσωµάτωσης, 

για οµοιογενείς πολυωνυµικούς πυρήνες βαθµού
1 2 1 2 1 2( ( , ) ( ) , , Ldpp K x x x x x x R= • ∈  

 

είναι
1Ld p

p

+ − 
 
 

Έτσι, η VC διάσταση των SVMs µε αυτούς τους πυρήνες είναι 

1
1

Ld p

p

+ − 
+ 

 
. Όπως προαναφέρθηκε, αυτό παίρνει πολύ µεγάλες διαστάσεις πολύ 

γρήγορα. 

 

 

(β) VC διάσταση 

  

Θεώρηµα 3 . 

 

θεωρήστε την κατηγορία  Mercer πυρήνων για την οποία 
1 2( , ) 0K x x → καθώς και

1 2x x− → ∞  

και για το οποίο Κ(x,x) είναι O (1), και υποθέτουν ότι τα δεδοµένα µπορούν να επιλεγούν 

αυθαίρετα από dR . Στη συνέχεια, η οικογένεια των ταξινοµητών που αποτελείται από SVMs 

χρησιµοποιεί τους πυρήνες, για τους οποίους το λάθος επιτρέπεται να λάβει όλες τις τιµές, έχει 

άπειρη VC διάσταση. 

 

Αυτή η υπόθεση µας δίνει µια δεύτερη ευκαιρία να παρουσιάσουµε µια κατάσταση όπου η λύση 

SVM µπορεί να υπολογιστεί αναλυτικά, γεγονός που συνιστά επίσης µια δεύτερη, 

εποικοδοµητική απόδειξη του θεωρήµατος. 

 



Μηχανές διανυσματικής υποστήριξης - SVMs  

 

Σελ. 13 από 120 

 

 

Θεώρηµα 4.   

 

Συγκεκριµένα θα πάρουµε την υπόθεση για Gaussian πυρήνες RBF της µορφής 
2 2

1 2 /2

1 2
( , )

x x
K x x e

σ− −= . Ας επιλέξουµε τα σηµεία κατάρτισης, έτσι ώστε η µικρότερη απόσταση 

µεταξύ οποιονδήποτε δύο σηµείων να είναι πολύ µεγαλύτερη από το πλάτος σ. Η λειτουργική 

απόφαση αξιολογείται µε βάση τον SV  js : 

 

 
2 2/2

( ) i js s

j i i

i

f s a y e b
σ− −

= +∑  

 

Το ποσό στην δεξιά πλευρά θα κυριαρχείται σε µεγάλο βαθµό από τον όρο i=j. Στην 

πραγµατικότητα η αναλογία του όρου αυτού µπορεί να γίνει αυθαίρετα µεγάλη, επιλέγοντας τα 

σηµεία να είναι σε αυθαίρετα µεγάλη απόσταση µεταξύ τους. Για να βρούµε τη λύση SVM, θα 

υποθέσουµε προς στιγµήν ότι κάθε σηµείο της κατάρτισης γίνεται διάνυσµα υποστήριξης (SV). 

Έστω ότι υπάρχουν ( )N N+ − θετικά (αρνητικά) πολικά σηµεία. Θα υποθέσουµε ότι όλα τα 

θετικά(αρνητικά) πολικά σηµεία έχουν την ίδια αξία ( )a a+ − για τον  πολλαπλασιαστή Lagrange.  

Στη συνέχεια : 

 

1

1

0

a b

a b

N a N a

+

−

+ + − −

+ =

− + = −

− =

 

 

που ικανοποιούνται από 

 

2

2

N
a

N N

N
a

N N

N N
b

N N

−
+

− +

+
−

− +

+ −

− +

=
+

=
+

−
=

−

  

 

Έτσι, εφόσον τα αποτελέσµατα 
ia  είναι επίσης θετικά, πληρούνται όλες οι προϋποθέσεις και οι 

περιορισµοί KKT.  ∆εδοµένου ότι ο αριθµός των σηµείων κατάρτισης, καθώς και η επισήµανσή 

τους, είναι αυθαίρετη, έχουν διαχωριστεί, χωρίς σφάλµα, η διάσταση VC είναι άπειρη. Η 

κατάσταση συνοψίζεται σχηµατικά στην Εικόνα 2. Τώρα είµαστε αντιµέτωποι µε ένα 

εντυπωσιακό αίνιγµα. Ακόµα κι αν η VC διάσταση τους είναι άπειρη, η SVM RBFs µπορεί να 

έχει εξαιρετική απόδοση . Μια παρόµοια ιστορία ισχύει και για πολυώνυµο SVMs.  
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Εικόνα 2. Gaussian SVMs RBF µε αρκετά µικρό πλάτος, και κατά συνέπεια έχουν άπειρη 

διάσταση VC 

 

 VC διάσταση του επιτρεπτού κενού των ταξινοµητών 

 

Σκεφτείτε µια οικογένεια ταξινοµητών, την οποία θα ονοµάσουµε «gap tolerant classifiers". Ένας 

ιδιαίτερος ταξινοµητής ϕ ∈Φ  που καθορίζεται από τη θέση και τη διάµετρο 

 

 
Εικόνα 3. Ένας gap tolerant classifier σε δεδοµένα R² 

 

µιας µπάλας σε 
dR , και από δύο υπερσύνολα, µε παράλληλες, επίσης σε 

dR . Καλούµε το 

σύνολο των σηµείων που βρίσκονται µεταξύ, αλλά όχι επάνω, στο υπερσύνολο ως " περιθώριο 

συνόλου." Οι λειτουργίες φ ορίζονται ως εξής: τα σηµεία που βρίσκονται µέσα στη σφαίρα, αλλά 

όχι στο περιθώριο του συνόλου, έχουν εκχωρηθεί στην κατηγορία { }1± , ανάλογα σε ποιά 
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πλευρά του περιθωρίου πέφτουν. Όλα τα άλλα σηµεία απλά ορίζονται να είναι «σωστά», δηλαδή, 

δεν έχει δοθεί άλλη κατηγορία από τον ταξινοµητή, και δεν συµβάλλουν σε οποιοδήποτε 

κίνδυνο. Η κατάσταση συνοψίζεται για d = 2. Αυτή η µάλλον περίεργη οικογένεια ταξινοµητών, 

µαζί µε µια κατάσταση που θα επιβληθεί, θα έχει ως αποτέλεσµα τα συστήµατα να είναι 

παρόµοια µε τις SVMs. 

Βάζουµε ετικέτα στη διάµετρο της σφαίρας D και στη κάθετη απόσταση µεταξύ των δύο 

υπερσυνόλων Μ. Η διάσταση VC ορίζεται όπως και πριν να είναι ο µέγιστος αριθµός των 

σηµείων που µπορούν να τραβηχτούν από την οικογένεια, αλλά µε την έννοια «τραβηχτούν» 

εννοούµε ότι είναι τα σηµεία που µπορεί να προκύψουν ως λάθη µε όλους τους δυνατούς 

τρόπους. Σαφώς µπορούµε να ελέγξουµε τη VC διάσταση της οικογένειας αυτών των 

ταξινοµητών από τον έλεγχο των ελάχιστων M περιθωρίων και µέγιστη διάµετρο D  που 

επιτρέπεται. 

 Για παράδειγµα, θεωρούµε την οικογένεια του gap tolerant classifier σε R² µε διάµετρο D = 2.  

Με M περιθώριο 3 / 2M ≥  µπορούν να χωριστούν κατά τρεις κατηγορίες. Αν 3 / 2 2M< < , 

τότε µπορεί να χωριστεί σε  2, και αν 2M ≥ µπορούν να χωριστούν µόνο σε ένα. Κάθε µία από 

αυτές τις τρεις οικογένειες ταξινοµητών αντιστοιχεί σε ένα από τα σετ των ταξινοµητών, µε 

µόλις τρία υποσύνολα λειτουργιών, και µε 
1 2 31, 2, 3h h h= = = . Αυτές οι ιδέες µπορούν να 

χρησιµοποιηθούν για να δείξουµε πώς o gap tolerant classifier εφαρµόζεται για την 

ελαχιστοποίηση των διαρθρωτικών κινδύνων. Η επέκταση του παραπάνω παραδείγµατος στους 

χώρους της αυθαίρετης διάστασης βρίσκεται σε ένα (τροποποιηµένο) θεώρηµα του: 

 

Θεώρηµα 5. 

Για τα δεδοµένα στο 
dR , η  VC διάσταση h των gap tolerant classifiers µε ελάχιστο περιθώριο 

Mmin και µέγιστη διάµετρο Dmax οριοθετείται από { }2 2

max minmin / , 1D M d  +   

 

Λήµµα 1. 

 Έστω 1n d≤ + σηµεία που βρίσκονται σε µια σφαίρα 
dB R∈ . Ας αφήσουµε τα σηµεία να είναι 

χωριστά από το gap tolerant classifier µε απόσταση M. Στη συνέχεια, προκειµένου να 

µεγιστοποιηθεί η Μ, τα σηµεία πρέπει να βρίσκονται σε κορυφές ενός  (n-1) διαστάσεων 

συµµετρικό simplex, και πρέπει να βρίσκονται επίσης στην επιφάνεια της σφαίρας. 

 

Ως εκ τούτου, σε γενικές γραµµές η VC  διάσταση του gap tolerant classifier πρέπει να πληρούν 

τις εξής προϋποθέσεις: 

 

2

max

2

min

1
D

h
M

 
≤ + 
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 1h d≤ + . 

 

1.3.1 Ελαχιστοποίηση του διαρθρωτικού  κινδύνου 

 

Μπορούµε να συνοψίσουµε τώρα την αρχή της  ελαχιστοποίησης του διαρθρωτικού 

κινδύνου (Structural Risk Minimization-SRM).  

Σηµειώστε ότι ο VC όρος εµπιστοσύνης εξαρτάται από µια επιλεγµένη κατηγορία  λειτουργιών, 

όπου ο εµπειρικός κίνδυνος και ο πραγµατικός κίνδυνος εξαρτώνται από µια ιδιαίτερη  

λειτουργία η οποία επιλέγεται από τη διαδικασία της κατάρτισης. Θα θέλαµε να βρούµε αυτό το 

υποσύνολο του επιλεγµένου συνόλου λειτουργιών, έτσι ώστε το όριο του κίνδυνου  σε αυτό το 

υποσύνολο είναι το ελάχιστο δυνατό. Σαφώς δεν µπορούµε να κανονίσουµε τα πράγµατα έτσι 

ώστε να η VC διάσταση h να ποικίλλει οµαλά, δεδοµένου ότι είναι  ακέραιος. Αντ'αυτού, 

εισάγαµε µια "δοµή" όπου διαιρέσαµε το σύνολο της κατηγορίας των λειτουργιών σε υποσύνολα. 

Για κάθε υποσύνολο, πρέπει να είµαστε σε θέση είτε να υπολογίσουµε το h, ή να πάρουµε 

ένα όριο για το ίδιο το h. Η SRM στη συνέχεια συνίσταται από τη διαπίστωση ότι ένα 

υποσύνολο των λειτουργιών  ελαχιστοποιεί το όριο του πραγµατικού κινδύνου. 

1.3.2 Ο αριθµός των παραµέτρων 

 

Η VC διάσταση  συγκεκριµενοποιεί την  ικανότητα µιας δεδοµένης οµάδας των λειτουργιών. 

∆ιαισθητικά, θα µπορούσε να οδηγήσει κάποιον να αναµένει ότι οι SVMs µε πολλές 

παραµέτρους θα έχουν υψηλή διάσταση VC, σε αντίθεση µε αυτές που έχουν λίγες 

παραµέτρους. Υπάρχει ένα εντυπωσιακό αντιπαράδειγµα σε αυτό, της Ε. Levin και J.S. Denker: 

Μια µηχανή µάθησης µε µία µόνο παράµετρο, αλλά µε άπειρη διάσταση VC . Προσδιορίζεται 

το βήµα της συνάρτησης 

  

{ }( ), : ( ) 1 0, ( ) 1 0x x R x x x xθ θ θ∈ = ∀ > = − ∀ ≤ . 

 Σκεφτείτε µία παράµετρο σαν οικογένεια των λειτουργιών, που ορίζονται µε 

( )( , ) sin( ) , ,f x a ax x a Rθ≡ ∈    

Μπορείτε να επιλέξετε κάποιον “l” αριθµό,  µε στόχο να βρείτε “l” σηµεία τα οποία µπορούν να 

περιοριστούν. Επιλέγω να είναι: 

 

Εικόνα 4. 
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10 , 1,...,i

ix i l−= =  

Προσδιορίζουµε όποια σηµεία θέλουµε 

{ }1 ,,..., , 1,1l iy y y ∈ −  

1

(1 )10
(1 )

2

il
i

i

y
a π

=

−
= +∑  

Έτσι, η VC διάσταση αυτής της µηχανής είναι το άπειρο. Είναι ενδιαφέρον το γεγονός ότι ακόµα 

κι αν περιορίσουµε ένα µεγάλο αριθµό σηµείων, µπορούµε να βρούµε τέσσερα σηµεία που δεν 

µπορούν. Απλά πρέπει να είναι ίση απόσταση µεταξύ τους, και η απόδοσή τους, όπως 

φαίνεται στην Εικόνα 4.   

1.3.3 Σηµεία προσδιορισµού στον 
nR  

Ας υποθέσουµε ότι ο χώρος στον οποίο υπάρχουν τα δεδοµένα είναι διάστασης  R², και το 

σύνολο { }( )f a αποτελείται από ευθείες γραµµές, έτσι ώστε για µια δεδοµένη γραµµή, όλα τα 

σηµεία από τη µία πλευρά τους να αποδίδονται στη κατηγορία 1, και όλα τα σηµεία από την 

άλλη πλευρά, στην τάξη -1. Ο προσανατολισµός φαίνεται στην Εικόνα 5, από ένα βέλος, 

προσδιορίζοντας σε ποια πλευρά της γραµµής είναι τα σηµεία που θα διαθέτουν το 

σηµείο 1. Ενώ είναι δυνατόν να βρεθούν τρία σηµεία που µπορούν να περιοριστούν από αυτό το 

σύνολο λειτουργιών, ωστόσο δεν είναι δυνατό να βρεθούν τέσσερα. Έτσι, η VC διάσταση του 

συνόλου των προσανατολισµένων γραµµών στην R² είναι τρεις. 

 

Εικόνα 5. 
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1.3.4 ∆ύο παραδείγµατα   

 

Εξετάστε το k-οστό ως τον πλησιέστερο γειτονικό ταξινοµητή, µε k = 1. 

Αυτό το σύνολο λειτουργιών έχει άπειρηVC διάσταση και µηδενικό εµπειρικό κίνδυνο, 

δεδοµένου ότι οποιοσδήποτε αριθµός σηµείων επισηµαίνεται αυθαίρετα. 

Έτσι, ο περιορισµός δεν παρέχει καµία πληροφορία.Στην πραγµατικότητα, για κάθε ταξινόµηση 

µε άπειρη διάσταση VC, το όριο δεν ισχύει. 

Ωστόσο, ακόµη και αν ο περιορισµός δεν είναι έγκυρος, ο 

πλησιέστερος γειτονικός ταξινοµητής µπορεί ακόµα να αποδώσει  καλά. Έτσι, αυτό το 

πρώτο παράδειγµα είναι µια ιστορία όπου η άπειρη "χωρητικότητα" δεν εγγυάται την κακή 

απόδοση. 

 

Ας ακολουθήσουµε τον παραδοσιακό χρόνο αντίληψης των πραγµάτων και να δούµε αν 

µπορούµε να καταλήξουµε σε µια ταξινόµηση που παραβιάζει τον περιορισµό. 

Θέλουµε η αριστερή πλευρά της εξίσωσης να είναι όσο το δυνατόν µεγαλύτερη, και η δεξιά 

πλευρά να είναι όσο το δυνατόν µικρότερη. Θέλουµε  συγγενείς ταξινοµητές οι οποίοι να   

δίνουν το χειρότερο δυνατό πραγµατικό κίνδυνο του 0.5, µηδέν εµπειρικό κίνδυνο  σε κάποιες 

παρατηρήσεις, εκ των οποίων η VC διάσταση είναι εύκολο να υπολογιστεί και να είναι 

µικρότερη από l (έτσι ώστε το όριο να είναι µη τετριµµένο). 

 Ένα παράδειγµα είναι το εξής, το οποίο αποκαλούµε "ταξινοµητή σηµειωµατάριου". 

Ο ταξινοµητής αποτελείται από ένα σηµειωµατάριο µε αρκετό χώρο για να γράψουµε τις 

τάξεις των m παρατηρήσεων, όπου m≤l. Για όλα τα επόµενα σχέδια, ο ταξινοµητής λέει απλά ότι 

όλα τα σχέδια έχουν την ίδια τάξη. 

Ας υποθέσουµε, επίσης, ότι τα δεδοµένα έχουν πιο πολλά θετικά (y = +1) και 

αρνητικά (y = 1) παραδείγµατα, και ότι τα δείγµατα επιλέγονται τυχαία. Ο ταξινοµητής θα 

έχει µηδενικό εµπειρικό κίνδυνο µέχρι και για m παρατηρήσεις, 0.5 λάθος  για όλες τις 

επόµενες παρατηρήσεις, 0.5 πραγµατικό σφάλµα, και VC διάσταση h= m. Αντικαθιστώντας 

αυτές τις τιµές το όριο γίνεται 

ln(2 / ) 1 (1/ ) ln( / 4)
4

m
l m m

l
η≤ + −  

το οποίο ισχύει αν 

( /4 1)( ) ( ) exp 1, ( / ), 0 1.
2

zz
f z z m l z−= ≤ ≡ ≤ ≤  

Η παραπάνω σχέση ισχύει εφόσον ( )f z  είναι µονοτονικά αυξανόµενη και f(z=1)=0.236 
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Εικόνα 6. 

 

1.3.5. Μάθηση και Γενίκευση 

 

Οι αλγόριθµοι µηχανικής µάθησης έχουν στόχο τις αναπαραστάσεις απλών λειτουργιών. Ως εκ 

τούτου, ο στόχος της εκπαίδευσης ήταν το αποτέλεσµα µιας υπόθεσης  που να πραγµατοποιεί 

 σωστή ταξινόµηση των δεδοµένων εκπαίδευσης και οι αρχικοί αλγόριθµοι εκµάθησης έχουν 

σχεδιαστεί για να βρίσκουνε µια τέτοια  λύση που να ταιριάζει µε τα δεδοµένα.  Η SVM αποδίδει 

καλύτερα σε όρους που δεν είναι πάνω στη γενίκευση, τα νευρωνικά δίκτυα µπορούν 

να καταλήξουν σε γενίκευση εύκολα.  

 

Εικόνα 6: Αριθµός Πολυπλοκότητας 
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2. Γιατί SVMs 

  

Οι MLP(Multilayer perceptron)χρησιµοποιούν  επαναλαµβανόµενα δίκτυα. 

Οι MLP ιδιότητες περιλαµβάνουν καθολική προσέγγιση των συνεχών µη γραµµικών 

συναρτήσεων και επίσης περιλαµβάνουν προηγµένες αρχιτεκτονικές δικτύων µε πολλαπλές 

εισόδους και εξόδους. 

 

 

Εικόνα 7. a) Απλά Νευρωνικά ∆ικτύα b) Multilayer Perceptron δίκτυο 

 

Μπορεί να υπάρχουν κάποια παρατηρούµενα ζητήµατα: 

 Μερικά από αυτά έχουν πολλά τοπικά ελάχιστα, 

  Πόσα νευρωνικά ενδέχεται να χρειαστούν για µια εργασία 

είναι ένα άλλο ζήτηµα που καθορίζει το κατά πόσον οι βελτιστοποίησεις  της έχουν 

επιτευχθεί. Ένα άλλο πράγµα που αξίζει να σηµειωθεί είναι ότι ακόµα και αν στο 

νευρωνικό δίκτυο που χρησιµοποιείται οι λύσεις τείνουν να συγκλίνουν, αυτό 

δεν µπορεί να οδηγήσει σε µια µοναδική λύση.  

Τώρα ας δούµε ένα άλλο παράδειγµα, όπου έχουµε ένα plot δεδοµένων και να 

προσπαθήσουµε να τα ταξινοµήσουµε. 
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Εικόνα 8. Υπάρχουν πολλά υπερσύνολα που µπορούν να χαρακτηρίσουν τα δεδοµένα 

Από το παραπάνω παράδειγµα, υπάρχουν πολλοί γραµµικοί ταξινοµητές (υπερσύνολα) που 

διαχωρίζουν τα δεδοµένα. Ωστόσο µόνο ένα από αυτά επιτυγχάνει το διαχωρισµό. 

Η επόµενη εικόνα παρέχει το µέγιστο παράδειγµα ταξινόµησης περιθωρίου το οποίο παρέχει µια 

λύση στο παραπάνω πρόβληµα. 

 

 

Εικόνα 9. Απεικόνιση της Γραµµικής SVM 
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Το µέγιστο περιθώριο δίνεται ως: 

 

 

Η παραπάνω εικόνα είναι ο µέγιστος γραµµικός ταξινοµητής µε το µέγιστο εύρος. Στο πλαίσιο 

αυτό, είναι ένα παράδειγµα ενός απλού γραµµικού ταξινοµητή SVM. 

 Ένα άλλο ενδιαφέρον ερώτηµα είναι γιατί µέγιστο περιθώριο; Υπάρχουν µερικές καλές 

εξηγήσεις που περιλαµβάνουν τη βελτίωση της εµπειρικής απόδοσης. Ένας λόγος είναι ότι 

ακόµα και αν έχουµε κάνει ένα µικρό λάθος στην τοποθεσία του ορίου, αυτό µας δίνει µικρότερη 

πιθανότητα να προκαλέσουµε εσφαλµένη κατάταξη.   

Το άλλο πλεονέκτηµα θα ήταν να αποφεύγονται τοπικά ελάχιστα και καλύτερη κατάταξη. Οι 

στόχοι της SVM έχουν το διαχωρισµό των δεδοµένων από το υπερσύνολο και να επεκταθεί σε µη 

γραµµικά όρια χρησιµοποιώντας το τέχνασµα του πυρήνα. Βλέπουµε ότι ο στόχος είναι 

να ταξινοµήσει σωστά όλα τα δεδοµένα. 

[ ]
[ ]
[ ]

1; 1

1; 1

; ( ) 1

i i

i i

i i

a ά wx b

b ά wx b

c i y w b

ε ν

ε ν

Υ = + + ≥

Υ = − + ≤

+ ≥

 

 

Σε αυτήν την εξίσωση το x είναι ένα διανυσµατικό σηµείο και w είναι το βάρος και είναι επίσης 

ένα διάνυσµα. Έτσι, για το διαχωρισµό των δεδοµένων [a], θα πρέπει πάντα να είναι µεγαλύτερα 

από το µηδέν. Ανάµεσα σε όλα τα πιθανά υπερσύνολα, η SVM επιλέγει εκείνο όπου η 

απόσταση του επιπέδου είναι όσο το δυνατόν µεγαλύτερη. 

 Το επιθυµητό επίπεδο  που µεγιστοποιεί το περιθώριο διχοτοµεί επίσης τις γραµµές µεταξύ 

πλησιέστερων σηµείων στο κυρτό των δύο συνόλων δεδοµένων. Έτσι έχουµε τα [a], [b] και [c]. 
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Εικόνα 10. Παρουσίαση υπερεπιπέδων 

 Έτσι, µε την επίλυση και αφαίρεση των δύο αποστάσεων θα έχουµε τη σύνοψη της απόστασης 

του χωριζόµενου υπερεπιπέδου των πλησιέστερων σηµείων µε Μέγιστο Περιθώριο = M = 2 / 

||w||. 

Μεγιστοποιώντας το περιθώριο είναι ίδιο µε το ελάχιστο. Έχουµε ένα 

τετραγωνικό πρόβληµα βελτιστοποίησης και πρέπει να το επιλύσουµε για w και b. Για να λυθεί 

αυτό θα πρέπει να βελτιστοποιηθεί η τετραγωνική συνάρτηση µε γραµµικούς περιορισµούς. Η 

λύση περιλαµβάνει την κατασκευή ενός διπλού προβλήµατος όπου είναι συνδεδεµένος ο 

πολλαπλασιαστής αi  Langlier . Πρέπει να βρούµε w και b τέτοια ώστε  η Φ (w) =½ |w’||w| να 

ελαχιστοποιείται και για όλα τα {(xi, yi)}να ισχύει  η σχέση yi (w * xi + b) ≥ 1. 

 

Τώρα για την  επίλυση έχουµε ότι w =Σαi * xi; b= yk- w *xk για οποιαδήποτε xk  όπου αk≠ 0. 
Η λειτουργία ταξινόµησης θα έχει την ακόλουθη µορφή: f(x) = Σαi yi xi  * x + b    

 

Εικόνα 11. Παρουσίαση Support Vectors 

 

wx+b=1 

wx+b=0 

wx’+b=-1 
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 SVM Παρουσίαση 

 

Παρουσιάζουµε τις διατυπώσεις για την ταξινόµηση SVM .Αυτή είναι µια απλή απεικόνιση. 

 

SV κατάταξη: 

 

  ∑
=

+
l
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2
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Cf min
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, για όλα τα yif(xi) ≥ 1 - ξi, για όλα τα i, µε ξi ≥ 0 

 

SVM ταξινόµηση, ∆ιπλή διατύπωση: 
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Οι µεταβλητές ξi ονοµάζονται χαλαρές µεταβλητές και µετρούν το σφάλµα στο σηµείο (xi, yi). 

 Η SVM γίνεται αρκετά δύσκολη όταν ο αριθµός των σηµείων εκπαίδευσης είναι µεγάλος.  

2.1 Χαλαρό Περιθώριο Ταξινόµησης 

 

Στο  πραγµατικό κόσµο το πρόβληµα δεν είναι πιθανό να πάρει µια ακριβή ξεχωριστή γραµµή 

που χωρίζει τα δεδοµένα µέσα στο χώρο και µπορεί να έχουµε ένα κυρτό όριο 

απόφασης. Μπορεί να έχουµε ένα υπερεπίπεδο που θα µπορούσε να διαχωρίζει ακριβώς τα 

δεδοµένα, αλλά αυτό µπορεί να µην είναι επιθυµητό, αν στα δεδοµένα περιέχεται θόρυβος. Είναι 

καλύτερα για το χαλαρό όριο να αγνοήσει µερικά σηµεία δεδοµένων από το να είναι κυρτά ή να 

οδηγήσουν σε βρόχους, σε ακραίες τιµές. 

Αυτό αντιµετωπίζεται µε διαφορετικό τρόπο. Εισάγουµε λοιπόν  τον όρο χαλαρές 

µεταβλητές. Έχουµε, yi(w’x + b) ≥ 1 - Sk. Αυτό επιτρέπει σε ένα σηµείο να είναι 

σε µικρή απόσταση Sk στη λάθος πλευρά του υπερσυνόλου χωρίς να παραβιάζεται ο 

περιορισµός. Θα µπορούσαµε να καταλήξουµε έχοντας τεράστιες χαλαρές µεταβλητές  που να 

επιτρέπουν σε κάθε γραµµή το διαχωρισµό των δεδοµένων, έτσι ώστε σε αυτά τα σενάρια  

έχουµε την Lagrangian µεταβλητή η οποία ζηµιώνει τη µεγάλη βραδύτητα. 

 

min L = ½ w’w - ∑  λk ( yk (w’xk + b) + sk -1) +  α ∑ sk 

 

Σε περίπτωση µείωσης του α επιτρέπει σε περισσότερα δεδοµένα να βρίσκονται στη λάθος 

πλευρά του υπερσυνόλου και  θεωρούνται ως ακραίες τιµές που δίνουν οµαλότερο όριο 

απόφασης . 
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2.2 Έλεγχος Πολυπλοκότητας στην SVM: Ανταλλαγή 

 

Η SVM είναι ισχυρή για την προσέγγιση των δεδοµένων εκπαίδευσης, και γενικεύει καλύτερα τα 

δοσµένα σύνολα δεδοµένων. Η πολυπλοκότητα από άποψη πυρήνα επηρεάζει την απόδοση των 

νέων δεδοµένων. Η SVM υποστηρίζει τις παραµέτρους για τον έλεγχο 

της πολυπλοκότητας και πάνω απ όλα η SVM δεν µας λέει πώς να ρυθµίσουµε αυτές τις 

παραµέτρους και ότι πρέπει να είµαστε σε θέση να καθορίσουµε αυτές τις 

παραµέτρους µέσω διασταυρωµένης επικύρωσης (cross validation).  

Το διάγραµµα που ακολουθεί δίνει µια καλύτερη εικόνα. 

 

Εικόνα 12. Έλεγχος πολυπλοκότητας 

 

2.2.1 Η SVM για την ταξινόµηση 

 

Η SVM είναι µια χρήσιµη τεχνική για την ταξινόµηση των δεδοµένων. Ακόµα κι αν 

τα Νευρωνικά ∆ίκτυα θεωρούνται ότι είναι ευκολότερα στη χρήση από αυτή, µερικές 

φορές λαµβάνονται µη ικανοποιητικά αποτελέσµατα. Μια εργασία ταξινόµησης περιλαµβάνει 

συνήθως δεδοµένα εκπαίδευσης και εξέτασης  που αποτελούνται από κάποιες 

περιπτώσεις (στιγµιότυπα) δεδοµένων. Κάθε στιγµιότυπο στο σύνολο της κατάρτισης περιέχει 

µία τιµή-στόχο και διάφορα χαρακτηριστικά. Ο στόχος της SVM είναι να παράγει ένα 

µοντέλο το οποίο προβλέπει την τιµή-στόχο των δεδοµένων στο σύνολο των δοκιµών. 

Η κατάταξη στην SVM είναι ένα παράδειγµα µάθησης µε πλήρη επίβλεψη. Γνωστές 

ετικέτες βοηθάνε στην αναφορά εάν το σύστηµα εκτελείται σε σωστό δρόµο ή όχι. Αυτή η 

πληροφορία παραπέµπει σε µια επιθυµητή απάντηση, την επικύρωση της ακρίβειας του 

συστήµατος, ή να χρησιµοποιηθεί για να βοηθήσει το σύστηµα να µάθει να ενεργεί 

σωστά. Ένα βήµα για την ταξινόµηση της SVM περιλαµβάνει την αναγνώριση και το οποίο είναι 

άρρηκτα συνδεδεµένο µε τις γνωστές κατηγορίες. Αυτό ονοµάζεται επιλογή 

χαρακτηριστικών ή εξαγωγή χαρακτηριστικών. Η δυνατότητα επιλογής και ταξινόµησης της 

SVM έχει από κοινού χρήση, ακόµη και όταν η πρόβλεψη των άγνωστων δειγµάτων δεν είναι 

απαραίτητη. Μπορούν να χρησιµοποιηθούν για να προσδιορίσουν τα βασικά 

σύνολα που εµπλέκονται στις διεργασίες για διάκριση µεταξύ των τάξεων. 
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2.2.2 Η SVM για την παλινδρόµηση 

 

Οι SVMs µπορούν επίσης να εφαρµοστούν σε προβλήµατα παλινδρόµησης µε την εισαγωγή µιας 

εναλλακτικής λειτουργίας απώλειας . Η λειτουργία απώλειας πρέπει να τροποποιηθεί ώστε 

να συµπεριλάβει το µέτρο της απόστασης. Η παλινδρόµηση µπορεί να είναι γραµµική και µη 

γραµµική.Τα Γραµµικά µοντέλα αποτελούνται κυρίως από τις ακόλουθες 

λειτουργίες απώλειας, εντατικές λειτουργίες απώλειας, τετραγωνική και Huber λειτουργίες απώλ 

ιας. Οµοίως µε τα προβλήµατα ταξινόµησης, ένα µη γραµµικό µοντέλο συνήθως απαιτεί επαρκή 

δεδοµένα. Με τον ίδιο τρόπο, µια µη γραµµική χαρτογράφηση µπορεί να χρησιµοποιηθεί για να 

χαρτογραφήσει τα δεδοµένα σε ένα υψηλό διαστάσεων χώρο χαρακτηριστικών, όπου η γραµµική 

παλινδρόµηση εκτελείται. Η προσέγγιση του πυρήνα  και πάλι χρησιµοποιείται για την 

αντιµετώπιση της διάστασης. Στη µέθοδο παλινδρόµησης υπάρχουν εκτιµήσεις που βασίζεται σε 

προγενέστερη γνώση του προβλήµατος και τη διανοµή του θορύβου.   

2.3  Εφαρµογές της SVM 

 

Η SVM έχει βρεθεί να είναι επιτυχής όταν χρησιµοποιείται για προβλήµατα ταξινόµησης. Η 

εφαρµογή της προσέγγισης του Support  Vector σε ένα συγκεκριµένο πρακτικό πρόβληµα αφορά 

την επίλυση µια σειράς από ερωτήµατα µε βάση τον ορισµό του προβλήµατος και τον σχεδιασµό 

που εµπλέκονται µε αυτό. Μία από τις µεγαλύτερες προκλήσεις είναι η επιλογή κατάλληλου 

πυρήνα για τη συγκεκριµένη εφαρµογή. Υπάρχουν επιλογές, όπως η Gaussian ή το πολυώνυµο 

του πυρήνα που είναι προεπιλεγµένες, αλλά αν αυτά αποδειχθούν αναποτελεσµατικά ή αν οι 

είσοδοι είναι διακριτές δοµές θα χρειαστούν πιο περίτεχνοι πυρήνες. Με σιωπηρό καθορισµό 

ενός χώρου χαρακτηριστικών, ο πυρήνας παρέχει τη χαρακτηριστική γλώσσα που 

χρησιµοποιείται από τη µηχανή για την προβολή των δεδοµένων. Μετά την επιλογή του 

κριτηρίου του πυρήνα και τη βελτιστοποίηση έχουν τεθεί οι βασικές συνιστώσες του 

συστήµατος. 

Το έργο της κατηγοριοποίησης του κειµένου είναι η κατάταξη των φυσικών εγγράφων του 

κειµένου σε ένα σταθερό αριθµό από προκαθορισµένες κατηγορίες µε βάση το περιεχόµενό 

τους. ∆εδοµένου ότι ένα έγγραφο µπορεί να αποδοθεί σε περισσότερες από µία κατηγορίες αυτό 

δεν είναι ένα πολυδιάστατο πρόβληµα ταξινόµησης, αλλά µπορεί να θεωρηθεί ως µια σειρά από 

διµερή προβλήµατα ταξινόµησης, ένα για κάθε κατηγορία. Ένα από τα πρότυπα αναπαράστασης 

του κειµένου για τους σκοπούς της ανάκτησης πληροφοριών παρέχει µια ιδανική χαρτογράφηση 

χαρακτηριστικών για την κατασκευή ενός πυρήνα Mercer . Πράγµατι, οι πυρήνες ενσωµατώνουν 

κατά κάποιο τρόπο ένα µέτρο οµοιότητας µεταξύ των περιπτώσεων, και είναι λογικό να 

υποθέτουµε ότι οι εµπειρογνώµονες που εργάζονται στον συγκεκριµένο τοµέα εφαρµογής έχουν 

ήδη εντοπίσει τη λήψη αποτελεσµατικών µέτρων οµοιότητας, ιδίως σε τοµείς όπως η ανάκτηση 

πληροφοριών και η γενεσιουργία µοντέλων. 

Οι παραδοσιακές προσεγγίσεις ταξινόµησης έχουν κακές επιδόσεις όταν συνεργάζονται άµεσα 

λόγω των υψηλών διαστάσεων των δεδοµένων, αλλά οι Support Vector Machines µπορούν να 

αποφύγουν τις παγίδες των πολύ υψηλών διαστάσεων αναπαραστάσεων. Μια παρόµοια 

προσέγγιση για τις τεχνικές που περιγράφονται για την κατηγοριοποίηση κειµένου µπορεί επίσης 
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να χρησιµοποιηθεί για την ταξινόµηση της εικόνας. Η πρώτη εργασία στην οποία οι SVM 

εξετάστηκαν ήταν το πρόβληµα της χειρόγραφης αναγνώρισης χαρακτήρων. Επιπλέον, οι 

πολυδιάστατες SVMs έχουν δοκιµαστεί σε αυτά τα δεδοµένα. Είναι ενδιαφέρον, όχι µόνο να 

συγκριθούν οι SVMs µε άλλους ταξινοµητές, αλλά και να συγκρίνουν τις διαφορές  των 

SVMs µεταξύ τους. Έχει αποδειχθεί ότι έχουν περίπου την ίδια απόδοση, και, επιπλέον, ότι 

µοιράζονται τους  περισσότερους από τους φορείς υποστήριξης(SV), ανεξάρτητα από 

την επιλογή του πυρήνα. Το γεγονός ότι η SVM µπορεί να εκτελέσει, το ίδιο καλά µε τα 

συστήµατα αυτά χωρίς να περιλαµβάνει καµία λεπτοµερή εκ των προτέρων γνώση είναι, 

οπωσδήποτε αξιόλογη. 

2.3.1 Η δύναµη και η αδυναµία της SVM 

 

Οι βασικές δυνατότητες της SVM είναι ότι η εκπαίδευση είναι σχετικά εύκολη. Κλιµακώνεται σε 

σχετικά καλές υψηλές διαστάσεις  των δεδοµένων και η εξισορρόπηση µεταξύ της ταξινόµησης 

της πολυπλοκότητας και του λάθους µπορεί να ελεγχθεί ρητά. Περιλαµβάνει την ανάγκη για µια 

καλή λειτουργία του πυρήνα. 

Η SVM βασίζεται στην στατιστική θεωρία µάθησης. Μπορούν να χρησιµοποιηθούν για την 

πρόβλεψη µελλοντικών δεδοµένων. Η SVM εκπαιδεύεται από την επίλυση ενός περιορισµένου 

τετραγωνικού προβλήµατος  βελτιστοποίησης. Η SVM υλοποιεί τη χαρτογράφηση των 

συντελεστών παραγωγής σε ένα υψηλό τρισδιάστατο χώρο χρησιµοποιώντας ένα σύνολο µη 

γραµµικών βασικών συναρτήσεων. Η SVM µπορεί να χρησιµοποιηθεί για µια ποικιλία 

από αναπαραστάσεις, όπως τα νευρωνικά δίκτυα, splines, πολυωνυµικούς εκτιµητές, κ.λπ., αλλά 

υπάρχει µια µοναδική βέλτιστη λύση για κάθε επιλογή των SVM παραµέτρων. Αυτό είναι 

διαφορετικό σε άλλες µηχανές µάθησης, όπως τα τυποποιηµένα Νευρωνικά ∆ίκτυα που 

χρησιµοποιούν την προς τα πίσω διάδοση. Με λίγα λόγια η ανάπτυξη της SVM είναι εντελώς 

διαφορετική από τους συνήθεις αλγόριθµους που χρησιµοποιούνται για τη µάθηση και η SVM 

παρέχει µια νέα άποψη µάθησης. Τα τέσσερα πιο σηµαντικά χαρακτηριστικά της SVM είναι η 

δυαδικότητα, οι πυρήνες, η κυρτότητα και η σποραδικότητα. 

Οι SVMs λειτουργούν ως µια από τις καλύτερες  προσεγγίσεις  για τη µοντελοποίηση 

δεδοµένων. Συνδυάζουν τον γενικευµένο έλεγχο ως µια τεχνική για τον έλεγχο των διαστάσεων. 

Η χαρτογράφηση του πυρήνα παρέχει µια κοινή βάση για τα περισσότερα από 

τα συνηθισµένα απασχολούµενα αρχιτεκτονικά µοντέλα, που επιτρέπει τις συγκρίσεις που πρέπει 

να εκτελεστούν. 

Στα προβλήµατα ταξινόµησης επιτυγχάνεται γενικευµένος έλεγχος  µε τη µεγιστοποίηση του 

περιθωρίου κέρδους, το οποίο αντιστοιχεί στην ελαχιστοποίηση του διανύσµατος βάρους σε ένα 

κανονικό πλαίσιο.  Η ελαχιστοποίηση του διανύσµατος βάρους µπορεί να χρησιµοποιηθεί ως 

κριτήριο σε προβλήµατα παλινδρόµησης, µε µια τροποποιηµένη λειτουργία απώλειας. Οι 

µελλοντικές κατευθύνσεις περιλαµβάνουν, µια τεχνική για την επιλογή της λειτουργίας του 

πυρήνα και επιπλέον έλεγχος ικανότητας. Τέλος, οι νέες κατευθύνσεις που αναφέρονται 

στη νέα SVM  σχετίζονται µε σκευάσµατα µάθησης που προτάθηκαν πρόσφατα από τον Vapnik . 
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3 Γραµµικές SVMs 

 

3.1 Η  ∆ιαχωριστική υπόθεση 

 

Θα ξεκινήσουµε µε την πιο απλή υπόθεση. Οι γραµµικές µηχανές  ειδικεύονται στο να 

διαχωρίζουν τα δεδοµένα (όπως θα δούµε, στην ανάλυση της γενικής περίπτωσης - µη 

γραµµικές µηχανές που ειδικεύονται  σε µη διαχωρίσιµα δεδοµένα- οδηγεί σε ένα 

παρόµοιο τετραγωνικό  προγραµµατιστικό πρόβληµα). Και πάλι προσδιορίζουµε τα δεδοµένα   

{ } { }, , , , 1,1 , d

i i i ix y i l y x R= ∈ − ∈… . Ας υποθέσουµε ότι έχουµε κάποιο υπερσύνολο το 

οποίο διαχωρίζει τα θετικά από τα αρνητικά.Τα σηµεία x που βρίσκονται στο υπερσύνολο 

που ικανοποιεί w * x+b=0, όπου W είναι κάθετη προς το υπερσύνολο, /b w  είναι η κάθετη 

απόσταση από το υπερσύνολο µε το σηµείο αναφοράς, και w είναι η Ευκλείδεια νόρµα του w. 

Η d d+ −+ είναι η µικρότερη απόσταση µεταξύ του υπερσυνόλου και του 

πλησιέστερου θετικού (αρνητικού) παραδείγµατος . 

Ορίζουµε το "περιθώριο" ενός διαχωριστικού υπερσυνόλου ως  d d+ −+ . 

Για την  γραµµικά διαχωρίσιµη υπόθεση, ο SV αλγόριθµος ψάχνει το υπερσύνολο µε το 

µεγαλύτερο περιθώριο. Αυτό µπορεί να διατυπωθεί ως εξής: ας υποθέσουµε ότι όλα τα δεδοµένα 

ικανοποιούν τους παρακάτω περιορισµούς: 

1, 1

1, 1

i i

i i

x w b y

x w b y

για

για

⋅ + ≥ + = +

⋅ + ≤ + = −
 

 

 

 

Εικόνα 13 
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Αυτά µπορούν να συνδυαστούν σε ένα ενιαίο σύνολο ανισοτήτων 

( ) 1 0,i iy x w b i⋅ + − ≥ ∀  

Τα σηµεία  τα οποία η πρώτη ισότητα  κατέχει βρίσκονται στο 

υπερσύνολο 
1 : 1iH x w b⋅ + = µε κανονική w και την κάθετη απόσταση  1 /b w− . 

Οµοίως, τα σηµεία για την  δεύτερη ισότητα  βρίσκονται επί του 

υπερσυνόλου 2 : 1iH x w b⋅ + = − , µε κανονική και πάλι w, και κάθετη απόσταση  1 /b w− − . 

Ως εκ τούτου 1/d d w+ −= = και το περιθώριο είναι απλά 2 / w . 

 Σηµειώστε ότι οι H₁ και H₂ είναι παράλληλες (έχουν την ίδια κανονική κατανοµή) και ότι δεν   

βρίσκονται µεταξύ τους σηµεία. Έτσι µπορούµε να βρούµε το ζεύγος των υπερσυνόλων που δίνει 

το µέγιστο περιθώριο µε την ελαχιστοποίηση 
2

w , βάση των περιορισµών. 

 

Έτσι, αναµένουµε ότι η λύση για µια τυπική περίπτωση δύο διαστάσεων  έχει τη µορφή που 

υποδεικνύεται στην Εικόνα 13. Αυτά τα σηµεία  τα οποία η ισότητα  κατέχει και των οποίων η 

αφαίρεση θα άλλαζε την λύση που βρέθηκε, ονοµάζονται διανύσµατα υποστήριξης (SV) και 

απεικονίζονται στην Εικόνα 13 µε επιπλέον κύκλους. Τώρα θα µεταβούµε σε 

µια Lagrangian διατύπωση του προβλήµατος. 

 Υπάρχουν δύο λόγοι για να γίνει αυτό. Ο πρώτος είναι ότι οι περιορισµοί θα αντικατασταθούν 

από περιορισµούς  Πολλαπλασιαστών Lagrange , οι οποίοι θα είναι πολύ πιο εύκολοι στον 

χειρισµό. Ο δεύτερος είναι ότι µε την παρούσα αναδιατύπωση του προβλήµατος, τα δεδοµένα  θα 

εµφανίζονται µόνο µε τη µορφή των κουκκίδων προϊόντων µεταξύ των διανυσµάτων. Αυτό είναι 

κρίσιµο  διότι θα µας επιτρέψει να γενικευθεί η διαδικασία µε µη γραµµική περίπτωση. 

Έτσι, εισάγουµε  θετικούς πολλαπλασιαστές Lagrange , 1,...,ia i l= ένα για κάθε ένα από τους 

περιορισµούς . Υπενθυµίζεται ότι ο κανόνας αυτός είναι για περιορισµούς της µορφής 0ic ≥ ,  

οι εξισώσεις περιορισµού πολλαπλασιάζονται µε θετικούς πολλαπλασιαστές Lagrange και 

αφαιρούνται από την αντικειµενική συνάρτηση, για να σχηµατίσουν τη Lagrangian. Για τους 

περιορισµούς της ισότητας, οι Lagrange πολλαπλασιαστές είναι απεριόριστοι. Αυτό δίνει την 

Lagrangian: 

2

1 1

1
( )

2

l l

p i i i i

i i

L w a y x w b a
= =

≡ − ⋅ + +∑ ∑  

 

Πρέπει να ελαχιστοποιήσουµε τώρα  την pL  ως προς w, b, και ταυτόχρονα απαιτούµε τα 

παράγωγα του 
pL  σε σχέση µε όλες τις 

ia , όλα υπόκεινται στους περιορισµούς 0ia ≥  (ας 

ονοµάσουµε αυτό το συγκεκριµένο σύνολο περιορισµών C₁).  Αυτό είναι 

ένα κυρτό τετραγωνικό προγραµµατιστικό πρόβληµα, δεδοµένου ότι η αντικειµενική 
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συνάρτηση είναι η ίδια κυρτή, και τα σηµεία που ικανοποιούν τους 

περιορισµούς αποτελούν επίσης µια κυρτή σειρά. Αυτό σηµαίνει ότι µπορούµε να 

λύσουµε ισοδύναµα το ακόλουθο: «διπλό» πρόβληµα: µεγιστοποίηση pL , µια επιφύλαξη που 

εξαφανίζεται µέσω των περιορισµών της κλίσης του pL  ως προς w και b, και επίσης στους 

περιορισµούς  0ia ≥ (ας  ονοµάσουµε αυτό το συγκεκριµένο σύνολο περιορισµοί C₂).  

Αυτή η συγκεκριµένη διπλή διατύπωση του προβλήµατος ονοµάζεται διπλής Wolfe. Έχει 

την ιδιότητα ότι το µέγιστο του pL , µε την επιφύλαξη των περιορισµών C₂, εµφανίζεται στις 

ίδιες τιµές των w, b και α, ως το ελάχιστο του pL , που υπόκεινται στους περιορισµούς C₁. 

 

Η απαίτηση ότι η κλίση του pL  σε σχέση µε w και b θα δώσει τις προϋποθέσεις: 

i i i

i

w a y x=∑  

0
i i

i

a y =∑  

∆εδοµένου ότι πρόκειται για περιορισµούς ισότητας , µπορούµε να τα αντικαταστήσουµε: 

 

,

1

2
D i i j i j i j

i i j

L a a a y y x x= − ⋅∑ ∑  

  

Σηµειώστε τους Lagrangian προσδιορισµούς (P για την πρωταρχική, D για τη διπλή) για να 

τονίσουµε ότι είναι διαφορετικά: οι pL  και DL  προκύπτουν από τον ίδια λειτουργία 

αλλά µε διαφορετικούς περιορισµούς και η λύση βρίσκεται µε την ελαχιστοποίηση 
pL  ή από 

µεγιστοποίηση DL . Σηµειώστε επίσης ότι αν  διατυπώσουµε  το πρόβληµα µε b = 0, το οποίο  

απαιτεί όλα τα υπερσύνολα να περιέχουν την προέλευση, ο περιορισµός δεν εµφανίζεται. Αυτός 

είναι ένα ήπιος περιορισµός για υψηλών διαστάσεων χώρους, διότι ισοδυναµεί µε µείωση του 

αριθµού των βαθµών ελευθερίας. Οι SV (γραµµική περίπτωση) ανέρχονται συνεπώς, για τη 

µεγιστοποίηση DL  σε σχέση µε το ia , υπόκειται στους περιορισµούς  και στη 

θετικότητα του ia . Σηµειώστε ότι υπάρχει ένας πολλαπλασιαστής Lagrange ia  για κάθε 

σηµείο της κατάρτισης. Σε τελική µορφή, αυτά τα σηµεία για τα οποία 0ia >  

αποκαλούνται "φορείς υποστήριξης" (SV), και βρίσκονται στα υπερσύνολα H₁, Η₂. 

Όλα τα άλλα σηµεία  έχουν 0ia =  και βρίσκονται είτε στο Η₁ ή στο H₂. 

Για αυτά τα µηχανήµατα, οι SV  είναι τα κρίσιµα στοιχεία του συνόλου των 

δεδοµένων. Βρίσκονται πιο κοντά στο όριο της απόφασης. Αν όλα τα σηµεία είχαν αφαιρεθεί (ή 

αν µετακινούνταν έτσι ώστε να µην διασχίζουν τα H₁ ή Η₂), και αν επαναλαµβανόταν, θα είχε 

βρεθεί το ίδιο υπερσύνολο. 
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3.2 Οι Προϋποθέσεις Karush-Kuhn-Tucker (KKT)  

 

Οι  Karush-Kuhn-Tucker (KKT) συνθήκες παίζουν κεντρικό ρόλο τόσο στην θεωρία όσο και 

πρακτική της  βελτιστοποίησης. Για το παραπάνω πρωταρχικό  πρόβληµα, οι όροι KKT 

µπορεί να αποδοθούν ως εξής : 

 

0, 1,...,P v i i iv

iv

L w a y x v d
w

∂
= − = =

∂ ∑  

0P i i

i

L a y
b

∂
= − =

∂ ∑  

( ) 1 0, 1,...,i iy x w b i l⋅ + − ≥ =  

0,ia i≥ ∀  

( ( ) 1) 0,i i ia y w x b i⋅ + − = ∀  

 

 

Οι προϋποθέσεις KKT  πληρούνται στην επίλυση  περιορισµένων προβληµάτων βελτιστοποίησης 

(κυρτά ή µη), µε κάθε είδους περιορισµούς, µε την προϋπόθεση ότι η τοµή του συνόλου των 

εφικτών κατευθύνσεων σε σχέση µε το σύνολο των κατευθύνσεων καθόδου, συµπίπτει στο 

σηµείο τοµής. 

 Αυτή η τεχνική υπόθεση κανονικότητας ισχύει για όλες τις SVMs, δεδοµένου ότι οι περιορισµοί 

είναι πάντοτε γραµµικοί. Επιπλέον, το πρόβληµα για SVMs είναι κυρτό (κυρτή αντικειµενική 

συνάρτηση, µε περιορισµούς που δίνουν µία κυρτή περιοχή), και για κυρτά προβλήµατα (αν 

ισχύει η κανονικότητα ), οι KKT προϋποθέσεις είναι ικανές και αναγκαίες για τις w, b, α έτσι 

ώστε να υπάρχει λύση. 

 

Έτσι, η επίλυση του προβλήµατος SVM είναι ισοδύναµη µε την εξεύρεση λύσης 

σε KKT συνθήκες. 

Ως άµεση εφαρµογή, σηµειώστε ότι, ενώ το w καθορίζεται ρητά  από την πειραµατική 

διαδικασία, το b όριο δεν καθορίζεται, αν και καθορίζεται σιωπηρά. Ωστόσο το b βρίσκεται 

εύκολα µε τη χρήση του KKT «συµπληρωµατικής» κατάστασης, επιλέγοντας  i  για το 

οποίο 0ia ≠ και υπολογίζουµε το b (σηµειώστε ότι είναι αριθµητικά ασφαλέστερο να λάβουµε 

τη µέση τιµή τουb που προκύπτει από όλες αυτές τις εξισώσεις). 

3.3 Βέλτιστο υπερσύνολο: Ένα Παράδειγµα 

 

Ο κύριος στόχος είναι να διερευνήσουµε ένα µη τετριµµένο πρόβληµα αναγνώρισης προτύπων, 

όπου η λύση του διανύσµατος υποστήριξης(SV) µπορεί να βρεθεί αναλυτικά. Για το 

συγκεκριµένο πρόβληµα θεωρείται ότι,  κάθε σηµείο  θα είναι ένα διάνυσµα υποστήριξης, το 

οποίο είναι ένας λόγος που µπορούµε να βρούµε τη λύση αναλυτικά. 

Εξετάστε το ενδεχόµενο n + 1 συµµετρικά τοποθετηµένα σηµεία να βρίσκονται σε µια 

σφαίρα ακτίνας R: πιο συγκεκριµένα, τα σηµεία αποτελούν τις κορυφές ενός n διαστάσεων 

συµµετρικού συµπλέγµατος. Είναι βολικό να ενσωµατώσουµε τα σηµεία στο  µε τέτοιο 
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τρόπο ώστε να βρίσκονται όλα στο υπερσύνολο που περνά µέσα από το σηµείο αναφοράς, το 

οποίο είναι κάθετο προς το (n+1)-φορέα (1,…,1). Οι συντεταγµένες δίνονται από 

 

, ,(1 )
( 1) 1

n
i i I

RR
x

n n n
µ µ µδ δ= − − +

+ +
 

 

όπου ο δέλτα Kronecker 
,i µδ ορίζεται από 

, 1i µδ = αν µ=i,  αλλιώς 0. 

 Έτσι, για παράδειγµα, οι φορείς για τρία ισαπέχοντα σηµεία στο µοναδιαίο κύκλο δίνονται ως 

εξής : 

 

1

2

3

2 1 1
( , , )
3 6 6

1 2 1
( , , )

36 6

1 1 2
( , , )

36 6

x

x

x

− −
=

− −
=

− −
=

 

 

 

Μια συνέπεια της συµµετρίας είναι ότι η γωνία µεταξύ όποιουδήποτε ζεύγους φορέων είναι η 

ίδια (και είναι ίση µε arccos( 1/ )n− ): 

 

2 2

ix R=     ή      
, ,2

1
(1 )

i j

i j i j

x x

R n
δ δ

⋅
= − −  

 
2 /i jx x R n⋅ = −  

      

Εκχωρώντας µία κλάση { }1, 1C∈ + − αυθαίρετα σε κάθε σηµείο, θέλουµε να βρούµε το 

υπερσύνολο που χωρίζει τις δύο κατηγορίες µε το µεγαλύτερο περιθώριο κέρδους. Έτσι, πρέπει 

να µεγιστοποιήσουµε την 
DL , µε την επιφύλαξη ότι 0ia ≥ . Η στρατηγική µας είναι 

να λύσουµε απλώς το πρόβληµα σαν να µην υπήρχε κανένας περιορισµός. Αν το αποτέλεσµα που 

προκύπτει  ανταποκρίνεται στην πραγµατικότητα 0,ia i≥ ∀ , τότε θα έχουµε βρει τη γενική 

λύση, δεδοµένου ότι το πραγµατικό µέγιστο της DL  θα βρίσκεται στην εφικτή περιοχή, υπό την 

προϋπόθεση των περιορισµών παραπάνω. Προκειµένου να επιβάλουµε τον περιορισµό της 

ισότητας εισαγάγουµε ένα πρόσθετο πολλαπλασιαστή Lagrange λ. Τον οποίο προσπαθούµε να 

µεγιστοποιήσουµε  

 
1 1 1

1 , 1 1

1

2

n n n

D i i ij j i i

i i j i

L a a H a a yλ
+ + +

= = =

≡ − −∑ ∑ ∑  
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Εισάγουµε την ανίσωση Hessian ij i j i jH y y x x= ⋅ . 

Θέτουµε  0D

i

L

a

∂
=

∂
 και µας δίνει   ( ) 1,i iHa y iλ+ = ∀  .                                      

 

Η ανίσωση H έχει µια πολύ απλή δοµή: τα µη διαγώνια στοιχεία είναι 
2 /i jy y R n− , και τα 

διαγώνια στοιχεία είναι R². Το γεγονός ότι όλα τα εκτός της διαγωνίου στοιχεία διαφέρουν 

µόνο από τους παράγοντες του iy µας παροτρύνει στο να ψάξουµε για µια λύση η οποία να 

έχει τη µορφή 

 

1 1
( ) ( )
2 2

i i
i

y y
a a b

+ +
= +  

 

όπου ο α και ο b είναι άγνωστοι. Ενσωµατώνοντας  έχουµε: 

 

2

11
( )( ) ( )

2 2

i iy p yn a b a b

n n R

λ−+ + +
− =  

 

όπου 
1

1

n

i

i

p y
+

=

≡∑    και    
2

2

( 1)

n
a b

R n
+ =

+
.                

                                                            

Προκειµένου να βρούµε τον α και b προχωράµε ως εξής: 

 

2 2
(1 ), (1 )

( 1) 1 ( 1) 1

n p n p
a b

R n n R n n
= − = +

+ + + +
 

 

το οποίο µας δίνει την λύση 

2
(1 )

( 1) 1

i
i

y pn
a

R n n
= −

+ +
.                                                                 

 

Επίσης, 

 

( ) 1
1

i
i

y p
Ha

n
= −

+
                                                                                          

 

Εποµένως, 
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1
2

, 1

1 1
2

2
1 1

(1 ) ( )(1 ( ) )
1 1

n
T

i j i j i j a

i j

n n
i

i i

i i

w a a y y x x a H

y p n p
a a

n R n

+

=

+ +

= =

= ⋅ =

= − = = −
+ +

∑

∑ ∑
 

      

Σηµειώστε ότι αυτή είναι µια από εκείνες τις περιπτώσεις όπου ο πολλαπλασιαστής Lagrange 

λ µπορεί να παραµένει απροσδιόριστος (αν και ο προσδιορισµός του είναι τετριµµένος). 

 Έχουµε λύσει τώρα το πρόβληµα, δεδοµένου ότι όλα τα 
ia  είναι σαφώς θετικά ή µηδέν (στην 

πραγµατικότητα ο ia  θα είναι µηδέν αν έχουν όλα τα σηµεία την ίδια κατηγορία). Σηµειώστε 

ότι ο w εξαρτάται µόνο από τον αριθµό των θετικών (αρνητικών) πολικών σηµείων, και 

όχι από το πώς  κατηγοριοποιούνται τα σηµεία .Αυτό σαφώς δεν ισχύει στον w, ο οποίος δίνεται 

από 
1

2
1

( )
( 1) 1

n

i i

i

n p
w y x

R n n

+

=

= −
+ +∑ . 

Το περιθώριο 2 /M w=  δίνεται από 

2

2

(1 ( / ( 1)) )

R
M

n p n
=

− +
. 

 

Έτσι, όταν ο αριθµός των σηµείων είναι n + 1 , το ελάχιστο περιθώριο εµφανίζεται όταν 

p = 0 (ίσος αριθµός θετικών και αρνητικών παραδειγµάτων), στην οποία περίπτωση το περιθώριο 

είναι  
min 2 /M R n= . Εάν n + 1 είναι περιττός, το ελάχιστο περιθώριο εµφανίζεται 

όταν 1p = ± , στην οποία περίπτωση 
min 2 ( 1) / ( 2)M R n n n= + + .  

Και στις δύο περιπτώσεις, το ανώτατο περιθώριο δίνεται από max ( 1) /M R n n= + .  

Έτσι, για παράδειγµα, για το δισδιάστατο simplex που αποτελείται από τρία σηµεία που 

βρίσκονται στον S¹ (και που εκτείνονται στον R²), και µε την επισήµανση, ότι δεν έχουν και τα 

τρία σηµεία  την ίδια πολικότητα, το µέγιστο και το ελάχιστο περιθώριο είναι  3R/2.  

 

3.4. ∆οκιµαστική Φάση 

 

Εµείς απλά καθορίζουµε σε ποια πλευρά του ορίου (το υπερσύνολο  βρίσκεται ακριβώς στη µέση 

µεταξύ  και  και παράλληλα µε αυτά) ένα δεδοµένο διάγραµµα δοκιµής  x  βρίσκεται και 

του ανατίθεται η αντίστοιχη τάξη, δηλαδή παίρνουµε την κλάση του x να είναι sgn( )w x b⋅ + . 

 

3.5 Η µη διαχωρίσιµη υπόθεση 

 

Ο παραπάνω αλγόριθµος για  διαχωρίσιµα  δεδοµένα, όταν εφαρµόζεται σε 

µη διαχωρίσιµα δεδοµένα, δε θα βρει καµία εφικτή λύση: αυτό  αποδεικνύεται από την 
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αντικειµενική συνάρτηση (δηλαδή το διπλό Lagrangian) που µεγαλώνει αυθαίρετα. Θα θέλαµε 

να χαλαρώσουµε τους περιορισµούς, αλλά µόνο όταν αυτό είναι απαραίτητο. 

Θα θέλαµε να εισάγουµε ένα περαιτέρω  κόστος (δηλαδή  αύξηση της 

πρωταρχικής λειτουργικής συνάρτησης). 

Αυτό µπορεί να γίνει µε την εισαγωγή θετικών µεταβλητών , 1,...,i i lξ = στους περιορισµούς, οι 

οποίοι στη συνέχεια γίνονται: 

 

1 , 1i i ix w b yξ για⋅ + ≥ + − = +  

1 , 1i i ix w b yξ για⋅ + ≤ − + = −  

και 

0,i iξ ≥ ∀  

 

 

Έτσι για  να συµβεί ένα λάθος , το αντίστοιχο iξ  πρέπει να υπερβαίνει την ενότητα, έτσι το 

i i
ξ∑  είναι ένα ανώτερο όριο για τον αριθµό των λαθών . Ως εκ τούτου, ένας φυσικός τρόπος 

για να δοθεί έναν επιπλέον κόστος για τα λάθη είναι να αλλάξει η αντικειµενική συνάρτηση και 

το ελάχιστο 
2 2
/ 2 / 2 ( )kii

w έ w Cµ χρι ξ+ ∑ όπου C είναι µια παράµετρος που θα 

επιλεγεί από το χρήστη, ένα µεγαλύτερο C το οποίο ανταποκρίνεται σε µεγαλύτερες «ποινές» 

των λαθών. Όπως έχουν τα πράγµατα, αυτό είναι ένα κυρτό πρόβληµα προγραµµατισµού 

για κάθε θετικό k ακέραιο, για k = 2 και k = 1,το οποίο είναι επίσης ένα τετραγωνικό πρόβληµα 

προγραµµατισµού, και η επιλογή k = 1 έχει το επιπλέον πλεονέκτηµα ότι ούτε το 
iξ , ούτε οι 

πολλαπλασιαστές Lagrange, εµφανίζονται στο Wolfe διπλό πρόβληµα, το οποίο γίνεται: 

,

1

2
D i i j i j i j

i i j

L a a a y y x x≡ − ⋅∑ ∑  

0 ia C≤ ≤  

0
i i

i

a y =∑  

Η λύση δίνεται από  την εξίσωση
1

SN

i i i

i

w a y x
=

=∑  όπου 
S

N  είναι ο αριθµός 

των φορέων υποστήριξης. 

 Έτσι, η µόνη διαφορά από τη βέλτιστο υπερσύνολο είναι η περίπτωση του 
ia  όπου έχει ένα άνω 

όριο του C.Η κατάσταση συνοψίζεται σχηµατικά στην Εικόνα 14. Θα χρειαστούµε τις Karush-

Kuhn-Tucker προϋποθέσεις για το πρόβληµα. Το κυρίαρχο Lagrangian είναι 

 

{ }2

1

1
( ) 1

2

l

p i i i i i i i

i i i

L w C a y x w bξ ξ µ ξ
=

≡ + − ⋅ + − + −∑ ∑ ∑  
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Εικόνα 14 

 

όπου  iµ  οι πολλαπλασιαστές Lagrange που εισήχθησαν για την επιβολή θετικότητας του iξ . 

Οι KKT προϋποθέσεις για το αρχικό πρόβληµα είναι ως εκ τούτου: 

 

0P
v i i iv

iv

L
w a y x

w

∂
= − =

∂ ∑  

0P
i i

i

L
a y

b

∂
= − =

∂ ∑  

0P
i i

i

L
C a µ

ξ
∂

= − − =
∂

 

( ) 1 0i i iy x w b ξ⋅ + − + ≥  

0iξ ≥  

0ia ≥  

0iµ ≥  

{ }( ) 1 0i i i ia y x w b ξ⋅ + − + =  

0i iµ ξ =  

 

Όπως και πριν, µπορούµε να χρησιµοποιήσουµε τις KKT συνθήκες συµπληρωµατικότητας,  για 

να καθοριστεί το όριο b. Εφόσον  0iξ = και ia C< . 

 Έτσι µπορούµε να πάρουµε απλά οποιοδήποτε σηµείο της κατάρτισης, για την 

οποία 0 ia C< < , για χρήση και για τον υπολογισµό του b.   
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3.6 Μηχανολογική αναλογία 

 

Σκεφτείτε την περίπτωση κατά την οποία τα δεδοµένα είναι σε R². Ας υποθέσουµε ότι το  i -στο 

διάνυσµα υποστήριξης ασκεί µια δύναµη ˆ
i i iF a y w=  που βρίσκεται κατά µήκος της επιφάνειας 

απόφασης (το "φύλλο απόφαση") 

 

Εικόνα 15 

Στη συνέχεια, η λύση πληρεί  τους όρους της µηχανικής ισορροπίας: 

ˆ
i i

i

Forces a y w=∑ ∑  

ˆ ˆ( ) 0i i i

i

Torques s a y w w w= ∧ = ∧ =∑ ∑  

(Εδώ η 
is  είναι τα διανύσµατα υποστήριξης, και ^ δηλώνει το προϊόν του διανύσµατος.) Για τα 

δεδοµένα στην 
nR , σαφώς υπάρχει η πιθανότητα ότι το άθροισµα των δυνάµεων να µην 

υπάρχει.  
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4 Μη γραµµικά Μηχανήµατα διανυσµατικής Υποστήριξης (SVMs) 

 

Πρώτον, ο µόνος τρόπος µε τον οποίο τα δεδοµένα εµφανίζεται στο πρόβληµα, στις εξισώσεις 

είναι µε τη µορφή των dot προϊόντων, . 

Τώρα ας υποθέσουµε ότι έχουµε χαρτογραφήσει τα αρχεία για κάποιο 

άλλο (ενδεχοµένως άπειρων διαστάσεων) Ευκλείδειο H χώρο, χρησιµοποιώντας 

µια χαρτογράφηση που έχουµε καλέσει Φ: : dR HΦ ֏ .  

Τότε βέβαια ο αλγόριθµος θα εξαρτάται µόνο από τα στοιχεία των dot προϊόντων 

στην H, δηλαδή ( ) ( )i jx xΦ ⋅Φ . Τώρα, αν υπήρχε µια «λειτουργία πυρήνα" K όπως , 

( , ) ( ) ( )i j i jx x x xΚ = Φ ⋅Φ θα έπρεπε µόνο να χρησιµοποιούσαµε την Κ στον αλγόριθµο, και  δεν 

θα έπρεπε να γνωρίζουµε τι είναι η Φ. Ένα παράδειγµα είναι η 
2 2/2

( , ) i jx x

i jx x e
σ− −

Κ = .  

Στο συγκεκριµένο παράδειγµα, η H είναι άπειρων διαστάσεων, οπότε δεν θα ήταν πολύ εύκολο 

να συνδυαστεί µε Φ . Ωστόσο, εάν κάποιος αντικαταστήσει i jx x⋅  µε ( , )i jx xΚ παντού στον 

αλγόριθµο, ο αλγόριθµος θα παράγει  µια SVM που υπάρχει σε ένα άπειρο τρισδιάστατο 

χώρο και επιπλέον το κάνει σε περίπου ίδιο χρόνο 

µε την εκπαίδευση των µη χαρτογραφηµένων δεδοµένων. Όλες οι προηγούµενες εκτιµήσεις 

ισχύουν, δεδοµένου ότι κάνουµε ακόµα ένα γραµµικό διαχωρισµό, αλλά σε διαφορετικό χώρο. 

Αλλά πώς µπορούµε να χρησιµοποιήσουµε αυτό το µηχάνηµα; Μετά από όλα, 

χρειαζόµαστε w, που να ανήκει στον H. Αλλά σε αυτή τη φάση δοκιµάσαµε SVM µε 

 

1 1

( ) ( ) ( ) ( , )
s SN N

i i i i i i

i i

f x a y s x b a y K s x b
= =

= Φ ⋅Φ + = +∑ ∑  

όπου η 
is  είναι τα διανύσµατα υποστήριξης(SV).  Έτσι, και πάλι µπορούµε να αποφύγουµε τον 

υπολογισµό ( )xΦ  και να χρησιµοποιήσουµε το ( , ) ( ) ( )i iK s x s x= Φ ⋅Φ . 

 

Ας καλέσουµε τον χώρο στον οποίο βρίσκονται τα δεδοµένα, L. 

Σηµειώστε επίσης ότι είναι εύκολο να βρεθεί πυρήνας (για παράδειγµα, οι πυρήνες που είναι 

λειτουργίες των προϊόντων βαθµωτών dot του 
ix  σε L) τέτοια ώστε ο αλγόριθµος  και η λύση 

να είναι ανεξάρτητες από τη διάσταση των δύο, L και H. 

 Ένα πολύ απλό παράδειγµα ενός επιτρέποντα πυρήνα, για το οποίο µπορούµε να 

κατασκευάσουµε την χαρτογράφηση του Φ είναι το παρακάτω. 

 

Ας υποθέσουµε ότι τα δεδοµένα µας είναι διανύσµατα στην , και µπορούµε να 

επιλέξουµε 
2( , ) ( )i j i jx x x xΚ = ⋅ . 
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 Τότε είναι εύκολο να βρούµε ένα χώρο H, και να χαρτογραφήσουµε το Φ, έτσι ώστε , 

επιλέγουµε H=R³ και 

 

 

Εικόνα 16. Χαρτογράφηση του Φ 

 

2

1

1 2

2

2

( ) 2

x

x x x

x

 
 

Φ =  
  
 

 

(σηµειώστε ότι εδώ οι δείκτες αναφέρονται σε  διάνυσµα). Για τα δεδοµένα σε L 

προσδιορίζονται στο τετράγωνο 
2( 1,1) ( 1,1)x R− − ∈ . 

 

Σηµειώστε ότι ούτε η χαρτογράφηση Φ ούτε ο χώρος H είναι µοναδικά για ένα δεδοµένο 

πυρήνα.Θα µπορούσαµε να επιλέξουµε εξίσου ο H να ανήκει R³ και 

 

2 2

1 2

1 2

2 2

1 2

( )
1

( ) 2
2
( )

x x

x x x

x x

 −
 

Φ =  
 + 

 

ή ο Η να ανήκει R⁴ 

2

1

1 2

1 2

2

2

( )

x

x x
x

x x

x

 
 
 Φ =  
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Η βιβλιογραφία σχετικά µε SVMs αναφέρεται συνήθως στην H χώρο ως ένα χώρο Hilbert. 

Μπορείτε να σκεφτείτε ένα χώρο Hilbert ως γενίκευση του Ευκλείδειου χώρου. Συγκεκριµένα, 

είναι οποιοσδήποτε γραµµικός χώρος, µε εσωτερικό προϊόν που ορίζεται, το οποίο είναι 

επίσης πλήρες σε σχέση µε την αντίστοιχη νόρµα (δηλαδή κάθε ακολουθία Cauchy από τα 

σηµεία συγκλίνει σε ένα σηµείο στο χώρο). 

Είναι µια γενίκευση κυρίως επειδή το εσωτερικό γινόµενο του µπορεί να είναι οποιοδήποτε 

εσωτερικό προϊόν, όχι µόνο το βαθµωτό("dot"). 

4.1 Κατάσταση  Mercer 

 

Υπάρχει µια χαρτογράφηση Φ και µια επέκταση για ποιούς πυρήνες  υπάρχει  ζευγάρι 

{ },Η Φ  , µε τις ιδιότητες που περιγράφονται κάτω: 

( , ) ( ) ( )
i j

i

x y x yΚ = Φ ⋅Φ∑  

αν και µόνο αν υπάρχει g(x) τέτοιο ώστε
2( )g x dx∫  και έπειτα ( , ) ( ) ( ) 0x y g x g y dxdyΚ ≥∫ . 

Σηµειώστε ότι για ειδικές περιπτώσεις, µπορεί να µην είναι εύκολο να ελεγχθεί εάν η 

κατάσταση της Mercer ικανοποιείται. Η παραπάνω εξίσωση  πρέπει να ισχύει για κάθε g 

µε πεπερασµένη L₂  νόρµα. Ωστόσο, µπορούµε εύκολα να αποδείξουµε ότι η προϋπόθεση αυτή 

πληρείται για θετικές αναπόσπαστες δυνάµεις σχετικά µε το προϊόν βαθµωτό dot 

( , ) ( ) px y x yΚ = ⋅ .  Πρέπει να αποδείξουµε ότι 
1

( ) ( ) ( ) 0
d

p

i i

i

x y g x g y dxdy
=

≥∑∫   

Η τυπική διάρκεια επέκτασης 
1

( )
pd

i ii
x y

=∑  συµβάλλει ένας όρος  της µορφής 

( )
1 2 1 2

1 2 1 2

1 2 1 2

!
... ... ( ) ( )

! !... ... !

r r r rp
x x y y g x g y dxdy

r r p r r− − ∫  

το αριστερό µέρος της εξίσωσης η οποία παραγοντοποιείται 

( )
1 2 2

1 2

1 2 1 2

!
( ... ( ) )

! !... ... !

r rp
x x g x dx

r r p r r
≥

− − ∫  0. 

Μία απλή συνέπεια είναι ότι οποιοσδήποτε πυρήνας µπορεί να εκφραστεί ως 

 
0

( , ) ( ) ppp
x y c x y

∞

=
Κ = ⋅∑ , 

όπου το 
pc  είναι θετικοί πραγµατικοί συντελεστές και η σειρά είναι οµοιόµορφα συγκλίνουσα, η 

οποία ικανοποιεί τη Κατάσταση  Mercer. 
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 Σε γενικές γραµµές, ενδέχεται να υπάρχουν στοιχεία τέτοια που η Hessian να είναι 

απροσδιόριστη, καθώς και για τις οποίες το τετραγωνικό πρόβληµα προγραµµατισµού δεν θα 

έχει καµία λύση (η διττή λειτουργία µπορεί να γίνει αυθαίρετα µεγάλη).  

4.2 Μερικές Σηµειώσεις για την Φ και H 

 

Η κατάσταση  Mercer µας λέει αν µια προοπτική του πυρήνα είναι πραγµατικά ή όχι ένα προϊόν 

βαθµωτό dot σε κάποιο χώρο, αλλά δεν µας λέει πώς να κατασκευάσουµε την Φ ή ακόµα και τι 

είναι η H. Ωστόσο,όπως µε τον οµοιογενή (δηλαδή, οµοιογενής στο βαθµωτό dot προϊόν σε L) σε 

τετραγωνικό πολυωνυµικό πυρήνα που αναφέρθηκε παραπάνω, µπορούµε να 

κατασκευάσουµε τη χαρτογράφηση για κάποιους πυρήνες. 

Η εξίσωση παρακάτω δείχνει ότι µπορούµε να επεκταθούµε σε αυθαίρετους οµοιογενείς 

πολυωνυµικούς πυρήνες, και ότι το αντίστοιχο διάστηµα H είναι 

ένας Ευκλείδειος χώρος διάστασης 

 
1d p

p

+ − 
 
 

. 

Έτσι, για παράδειγµα, για  p = 4 πολυωνύµο, και για τα δεδοµένα που αποτελείται από 16 µε 16 

εικόνες (d= 256), dim (H) είναι 183.181.376. Συνήθως, η χαρτογράφηση των δεδοµένων σε 

ένα "χώρο των χαρακτηριστικών" µε ένα τεράστιο αριθµό διαστάσεων, Θα µπορούσε να 

χαρακτηριστεί επικίνδυνη για την γενικευµένη εκτέλεση της  µηχανής αποτελέσµατος. Έπειτα, το 

σύνολο όλων των υπερσυνόλων { },w b είναι παραµετροποιηµένο από τους dim (H) +1 αριθµούς. 

 Τα περισσότερα συστήµατα µε δισεκατοµµύρια, ή ακόµα και άπειρους, 

αριθµούς παραµέτρων δεν θα καταστήσουν δυνατή την έναρξη. 

Θα µπορούσε κανείς να υποστηρίξει ότι, δεδοµένης της µορφή της λύσης, υπάρχουν το πολύ l+ 

1 ρυθµιζόµενες παραµέτρους (όπου l είναι ο αριθµός των δειγµάτων). 

 Υπάρχει απαίτηση µας σχετικά µε το µέγιστο περιθώριο υπερσυνόλου. Από 

την χαρτογράφηση της επιφάνειας είναι εγγενής διάσταση dim (L), εκτός αν dim (L) =dim (H). Η 

χαρτογράφηση δεν χρειάζεται να είναι ένα προς ένα π.χ.
1 1 2 2,x x x x→ − → − . Η εικόνα του Φ  

δεν πρέπει να είναι διανυσµατικός χώρος: και πάλι, λαµβάνοντας υπόψη το 

παραπάνω απλό τετραγωνικό παράδειγµα, το διάνυσµα  –Φ(x) δεν είναι κατ 'εικόνα του Φ εκτός 

αν x=0. Επιπλέον, σε σχέση µε τον ανοµοιογενή πυρήνα 

 
2( , ) ( 1)i j i jx x x xΚ = ⋅ +  

θα σας πείσει ότι η αντίστοιχη Φ µπορεί να χαρτογραφήσει δύο διανύσµατα που είναι 

γραµµικά εξαρτηµένα µε το L σε δύο διανύσµατα που είναι γραµµικά ανεξάρτητα στο Η. 

Κάποιος µπορεί να αρχίσει µε την Φ και στη συνέχεια να προχωρήσει στην κατασκευή 

του αντίστοιχου πυρήνα. Για παράδειγµα, αν L = R¹, τότε η επέκταση Fourier στα 

δεδοµένα x, σταµατάει µετά από N όρους, και έχει τη µορφή 
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Και αυτό µπορεί να γίνει αντιληπτό σαν dot βαθµωτό προϊόν µεταξύ δύο διανυσµάτων 

στην
2 1 0

11 21: ( , ,..., ,...)
2

N a
R a a a+ = µε χαρτογράφηση 

1
( ) ( ,cos( ),cos(2 ),....,sin( ),sin(2 ),...)

2
x x x x xΦ = . 

Έπειτα ο ανταποκρινόµενος πυρήνας (Dirichlet) Μπορεί να γραφτεί ως 

sin(( 1/ 2)( ))
( ) ( ) ( , )

2sin(( ) / 2)

i j

i j i j

i j

N x x
x x x x

x x

+ −
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Αυτό φαίνεται εύκολα αν 
i jx xδ ≡ − . 
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Τέλος, είναι σαφές ότι το ανώτερο τέχνασµα της χαρτογράφησης θα λειτουργήσει για 

οποιοδήποτε αλγόριθµο σε οποιαδήποτε δεδοµένα εµφανίζονται µόνο ως dot βαθµωτά προϊόντα. 

Το γεγονός αυτό έχει χρησιµοποιηθεί για τον υπολογισµό µη γραµµικής έκδοσης του PCA 

(principal component analysis). 

4.2.1 Μερικά παραδείγµατα των Μη Γραµµικών SVMs 

 

Οι  πρώτοι πυρήνες  για το πρόβληµα αναγνώρισης προτύπων είναι οι εξής: 

( , ) ( 1) px y x yΚ = ⋅ +  

2 2/2
( , )

x y
x y e

σ− −Κ =  

( , ) tanh( )x y kx y δΚ = ⋅ −  

Η εξίσωση οδηγεί σε µια ταξινόµηση η οποία είναι ένα πολυώνυµο βαθµού p. ∆ίνεται 

µια Gaussian συνάρτηση ταξινόµησης, και ένα ιδιαίτερο είδος διπλής στοιβάδας νευρωνικό 
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δίκτυο. Για την περίπτωση RBF, ο αριθµός των κέντρων sΝ , τα κέντρα τους (η is ), τα 

βάρη ( ia ), και το όριο (b), όλα αυτά είναι παραγόµενα αυτόµατα από την SVM και 

δίνουν άριστα αποτελέσµατα σε σύγκριση µε την κλασική RBFs, για την περίπτωση 

του Gaussian RBFs. 

Για την περίπτωση των νευρωνικών δικτύων, η πρώτη στοιβάδα αποτελείται από 
sΝ  σύνολα 

από βάρη, κάθε σύνολο  αποτελείται από Ld  (η διάσταση των δεδοµένων) βάρη, και η δεύτερη 

στοιβάδα αποτελείται από sΝ  βάρη (τα ia ), έτσι ώστε η αξιολόγηση απλώς απαιτεί 

σταθµισµένο άθροισµα,  αξιολογείται από dot βαθµωτά προϊόντα των δεδοµένων από τα 

διανύσµατα υποστήριξης (SV).  Έτσι, για το νευρωνικό δίκτυο, η αρχιτεκτονική 

(αριθµός των βαρών) καθορίζεται από την κατάρτιση της SVM. 

 

 

 

Εικόνα 17 

Σηµειώστε, ωστόσο, ότι το υπερβολικά εφαπτόµενο κέντρο ικανοποιεί µόνο τον όρο Mercer για 

ορισµένες τιµές των παραµέτρων κ και δ (και των δεδοµένων 
2

x ). 

 Αυτή ήταν η πρώτη παρατήρηση πειραµατικά, ωστόσο ορισµένες αναγκαίες 

προϋποθέσεις για αυτές τις παραµέτρους και για τη θετικότητα είναι επίσης γνωστές. 

Η Εικόνα 17 δείχνει τα αποτελέσµατα για το ίδιο πρόβληµα αναγνώρισης προτύπων,  όπου το 

κέντρο (πυρήνας) επιλέχθηκε να είναι ένα κυβικό πολυώνυµο. Παρατηρήστε ότι, παρόλο που ο 

αριθµός των βαθµών ελευθερίας είναι υψηλότερος, για τη γραµµικά διαχωρίσιµη 

περίπτωση (αριστερή πλευρά), η λύση είναι περίπου γραµµική, που δείχνει 

ότι η πληρότητα ελέγχεται, ηγραµµικά µη διαχωρίσιµη περίπτωση (δεξιά πλευρά) έχει διαχωριστ

εί. Τέλος, σηµειώστε ότι αν και οι ταξινοµητές SVM που περιγράφονται παραπάνω είναι 

δυαδικοί ταξινοµητές ,εύκολα συνδυάζονται για τη διαχείριση µιας πολυταξικής υπόθεσης. Ένας 

απλός, αποτελεσµατικός συνδυασµός µε N να είναι ένας-εναντίον-υπόλοιπων ταξινοµητών (ας 

πούµε, "ένα" θετικό "υπόλοιπο" αρνητικό) για την περίπτωση N-τάξης παίρνει την τάξη για 

ένα σηµείο δοκιµής  που αντιστοιχεί στην µεγαλύτερη θετική απόσταση. 
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4.3. “Παγκόσµιες” λύσεις και Μοναδικότητα 

 

Με το όρο "παγκόσµιο", εννοούµε ότι δεν υπάρχει άλλο σηµείο της εφικτής περιοχής στο οποίο 

η αντικειµενική συνάρτηση να παίρνει µια χαµηλότερη τιµή. Θα αντιµετωπίσουµε δύο τρόπους 

για τους οποίους η µοναδικότητα δεν µπορεί να υπάρξει: 

 λύσεις για τις οποίες τα { },w b είναι   µοναδικές, 

  αλλά για τα οποία η επέκταση του w δεν είναι, 

 και οι λύσεις των οποίων διαφέρουν.  

Και οι δύο έχουν ενδιαφέρον ακόµα και αν το ζευγάρι { },w b είναι µοναδικό, αν τα 
ia  δεν είναι, 

µπορεί να υπάρχουν ισοδύναµες επεκτάσεις του w που 

απαιτούν λιγότερα διανύσµατα υποστήριξης (ένα ασήµαντο παράδειγµα αυτού δίνεται 

παρακάτω), και τα οποία ως εκ τούτου απαιτούν λιγότερες οδηγίες κατά τη διάρκεια 

της δοκιµαστικής φάσης. Αποδεικνύεται ότι κάθε τοπική λύση είναι επίσης παγκόσµια. Αυτό 

είναι µια ιδιότητα για κάθε κυρτό πρόβληµα προγραµµατισµού. Επιπλέον, η µοναδικότητα της 

λύσης είναι εγγυηµένη για την περίπτωση που η αντικειµενική λειτουργία είναι αυστηρά κυρτή, 

η οποία στην περίπτωσή µας σηµαίνει ότι η Hessian και πρέπει να είναι θετικά ορισµένη. 

Ωστόσο, ακόµη και αν η Hessian είναι θετικά ηµιορισµένη, η λύση µπορεί ακόµα να είναι 

µοναδική, σκεφτείτε δύο σηµεία κατά µήκος της πραγµατικής ευθείας µε συντεταγµένες x₁= 

1 και x₂ = 2, και µε τη σωστή πολικότητα + και -. 

Eδώ η Hessian είναι θετικά ηµιορισµένη, αλλά η λύση ( 2, 3, 0iw b ξ= − = = ) είναι 

µοναδική. Είναι επίσης εύκολο να βρούµε λύσεις οι οποίες δεν είναι µοναδικές, µε την έννοια 

ότι η ia στην επέκταση του w δεν είναι µοναδική: Για παράδειγµα, το πρόβληµα 

τεσσάρων σηµείων που διαχωρίζονται σε ένα τετράγωνο στον 

[ ] [ ] [ ] [ ]2

1 2 3 4: 1,1 , 1,1 , 1, 1 , 1, 1R x x x x= = − = − − = − , 

µε πολικότητες  αντίστοιχα. 

 Μια λύση είναι, [ ] [ ]1,0 , 0, 0.25,0.25,0.25,0.25w b a= = = . Άλλο έχει την 

ίδια w και b, αλλά [ ]0.5,0.5,0,0a = (και οι δύο  λύσεις ικανοποιούν τους 

περιορισµούς 0ia > και 0i ii
a y =∑ ).  Λαµβάνοντας υπόψη κάποια λύση α, επιλέξαµε ένα α´ 

το οποίο ανήκει στο µηδενικό χώρο της Hessian ij i j i jH y y x x= ⋅ , και απαιτεί ο 

α´ να είναι ορθογώνιος,  το διάνυσµα του οποίου έχει όλες τις συνιστώσες να είναι 1. Στη 

συνέχεια, προσθέτοντας τον α´ στον α θα αφήσει την DL αµετάβλητη.  Αν 0 'i ia a C≤ + ≤  

τότε α´ + α είναι επίσης λύση. 
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Το  παρακάτω πολύ απλό θεώρηµα δείχνει ότι αν µη µοναδικές λύσεις προκύψουν, τότε η 

λύση σε ένα βέλτιστο σηµείο είναι συνεχώς διαµορφωµένη, µε τέτοιο τρόπο ώστε όλα τα 

ενδιάµεσα σηµεία είναι επίσης, λύσεις. 

 

Θεώρηµα 6.  

Υπάρχει  µεταβλητή X  για το ζεύγος των µεταβλητών { },w b .Ας λάβουµε τη Hessian για το 

πρόβληµα να είναι θετικά ηµιορισµένη, έτσι ώστε η αντικειµενική συνάρτηση να είναι κυρτή. Έστω  

0X και η X₁ είναι δύο σηµεία στα οποία η συνάρτηση  επιτυγχάνει την ελάχιστη τιµή της. Τότε 

υπάρχει υπάρχει  [ ]0 1( ) (1 ) , 0,1X X τ τ τ τ= = − Χ + Χ ∈ , έτσι ώστε ( )X τ είναι µια λύση για 

όλα τα τ. 

Αν και απλό, αυτό το θεώρηµα είναι αρκετά κατατοπιστικό. Για παράδειγµα, θα πίστευε κανείς 

ότι το πρόβληµα που απεικονίζεται στην Εικόνα 18  έχει πολλές διαφορετικές βέλτιστες λύσεις 

(για την υπόθεση SVM’s). Ωστόσο, δεδοµένου ότι δεν µπορεί κανείς 

να κινήσει οµαλά το υπερεπίπεδο από την  προτεινόµενη λύση σε ένα άλλο χωρίς τη 

δηµιουργία υπερσυνόλου που δεν αποτελεί λύση. Γνωρίζουµε ότι αυτές οι προτεινόµενες λύσεις 

δεν είναι στην πραγµατικότητα λύσεις σε όλα. Στην πραγµατικότητα, για κάθε µία από αυτές τις 

περιπτώσεις, η βέλτιστη λύση είναι µοναδική στο w = 0, µε κατάλληλη επιλογή του b (η οποία 

έχει ως αποτέλεσµα την ανάθεση της ίδιας ετικέτας σε όλες τις µονάδες). Σηµειώστε ότι αυτό 

είναι µια τέλεια 

 

Εικόνα 18. Προβλήµατα µε µη µοναδικές λύσεις 

αποδεκτή λύση στο πρόβληµα ταξινόµησης: κάθε προτεινόµενο υπερεπίπεδο (µε 0w ≠ ) 

θα προκαλέσει την πρωταρχική λειτουργία να λάβει υψηλότερη τιµή. 

Τέλος, σηµειώστε το γεγονός ότι η SVM βρίσκει πάντα µια παγκόσµια λύση σε αντίθεση 

µε την περίπτωση των νευρωνικών δικτύων, όπου υπάρχουν πολλά τοπικά ελάχιστα συνήθως. 
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5. Βελτιωµένη απόδοση ∆εδοµένων 

 

Οι κατατάξεις συνεχίζουν να  ενδιαφέρουν  τους ερευνητές και κάθε χρόνο αρκετοί νέοι 

αλγόριθµοι προτείνονται  προκειµένου να βελτιωθεί η ακρίβεια. Ενώ η πλειοψηφία 

των αλγορίθµων µάθησης έχουν καλές επιδόσεις, µειώνονται σε καταστάσεις όπως: 

 δεδοµένα υψηλά σε περιεκτικότητα σε θόρυβο, 

  µικρά µεγέθη δείγµατος σε σχέση µε ορισµένα χαρακτηριστικά, 

  άσχετες ή περιττές πληροφορίες 

  και  µη γραµµικές. 

 

Ο Markovitch  προσδιορίζει ως άσχετα, το θόρυβο και τις περιττές πληροφορίες 

ως επιζήµια στοιχεία που οδηγούν σε ανακρίβειες στην πρόβλεψη. 

Η αποτελεσµατικότητα της µάθησης αλγορίθµων µειώνεται σε τοµείς µε 

διαφορετικές και περιττές λειτουργίες. Επιπλέον, δεδοµένου ότι ο αριθµός των στοιχείων που 

χρησιµοποιούνται για την ταξινόµηση εργασίας αυξάνεται, ο αριθµός των 

δειγµάτων εκπαίδευσης που απαιτείται για τη στατιστική προσαρµογή του µοντέλου ή 

και επίβλεψη των συστηµάτων µάθησης αυξάνεται εκθετικά, µια κατάσταση άκρως ανεπιθύµητη 

σε συνθήκες χαµηλού µεγέθους του δείγµατος.  

Βελτιωµένη απόδοση µπορεί να επιτευχθεί µέσω της παράκαµψης, όπως  των θορυβώδη, άνευ 

σηµασίας και περιττών πληροφοριών .  Προτείνεται η χρήση  προεπεξεργασιών µεγάλου µήκους, 

όπως εξαγωγή χαρακτηριστικών, κατασκευή και λειτουργία, επιλογή χαρακτηριστικών. 

Συστήµατα εξαγωγής χαρακτηριστικών (όπως το Principal Component 

Analysis, Γραµµική διακριτική ανάλυση, Τοπικά γραµµική 

ενσωµάτωση, Isomap, Πολυδιάστατη κλιµάκωση, κ.λπ.) έχουν σαν αποτέλεσµα  τη 

γραµµική / µη γραµµική µετατροπή των δεδοµένων και µετατρέπουν σε 

χαµηλότερο τρισδιάστατο χώρο µε τέτοιο τρόπο, ώστε οι περισσότερες από τις πληροφορίες 

διατηρούνται, ενώ απορρίπτονται τα θορυβώδη  δεδοµένα. 

Η κατασκευή επιχειρεί να απλοποιήσει την υπόθεση αναζήτησης µε την 

προσθήκη νεότερων στοιχείων µε πρόσθετες πληροφορίες. 

Αυτές οι δύο προσεγγίσεις προσπαθούν να λύσουν το πρόβληµα από διαφορετικές 

πληροφορίες στο χώρο των χαρακτηριστικών µε την αλλαγή της παρουσίασης. 

Η επιλογή χαρακτηριστικού είναι µια ειδική περίπτωση εξαγωγής που αφορά την 

επιλογή ενός υποσυνόλου χαρακτηριστικών που περιγράφουν την υπόθεση, τουλάχιστον όσο 

και το πρωτότυπο. Η εξαγωγή χαρακτηριστικών κάνει Ν µετρήσεις για να αποκτήσει M 

διαστάσεων δεδοµένα (N>> Μ). Η επιλογή χαρακτηριστικών, από την άλλη πλευρά, οι 
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απορρίψεις (N-M) διαφορετικών χαρακτηριστικών, απαιτούν τη συλλογή µόνο  

σχετικών ιδιοτήτων µειώνοντας το κόστος των δεδοµένων. 

Τα οφέλη της επιλογής χαρακτηριστικών περιλαµβάνουν τη  µείωση του όγκου των 

δεδοµένων που απαιτούνται για την επίτευξη µάθησης, βελτιωµένη προγνωστική ακρίβεια, πιο 

συµπαγής και εύκολα κατανοητή και µείωση του χρόνου εκτέλεσης. Οι τελευταίοι δύο 

παράγοντες έχουν ιδιαίτερη σηµασία στον τοµέα της εµπορικής και βιοµηχανικής  εξόρυξης 

δεδοµένων, καθιστώντας την πιο επιθυµητή. Είναι επιθυµητό το γενικό σύστηµα να πρέπει 

επίσης να είναι σε θέση να χειρίζεται θορυβώδη  χαρακτηριστικά. 

5.1Wrappers-filters  

 

Η βιβλιογραφία σχετικά µε τις µεθόδους επιλογής χαρακτηριστικών 

και εφαρµογές είναι ευρέως διαδεδοµένη σε πολλούς τοµείς, συµπεριλαµβανοµένων αυτών  της 

ταξινόµησης εγγράφων, εξόρυξης δεδοµένων, αναγνώρισης αντικειµένων, 

βιοµετρικών στοιχείων, τηλεπισκόπησης και υπολογιστικής όρασης. Είναι σχετικό 

µε οποιαδήποτε εργασία όπου ο αριθµός των χαρακτηριστικών είναι µεγαλύτερος από 

τον αριθµό των δειγµάτων εκπαίδευσης, ή πολύ µεγάλος  για να είναι υπολογιστικά 

εφικτός. Οι υφιστάµενες µέθοδοι επιλογής χαρακτηριστικών για τη µηχανική µάθηση συνήθως 

εµπίπτουν σε δύο ευρείες κατηγορίες: 

 περιτυλίγµατα (wrappers) 

  και φίλτρα (filters). 

 

 Wrappers 

Οι προσεγγίσεις περιτυλιγµάτων (wrappers) είναι διαδικασίες ευρείας αναζήτησης που 

αξιολογούν την ποιότητα της λειτουργίας του υποσύνολο χρησιµοποιώντας την ακρίβεια 

πρόβλεψης του συστήµατος µάθησης.  Περιλαµβάνουν τεχνικές όπως τη διαδοχική προς τα 

εµπρός και προς τα πίσω επιλογή χαρακτηριστικών, τις παραλλαγές των «ορειβατών του λόφου» 

(hill climbers), αναζήτηση «πρώτα το καλύτερο» (best-first), την ακτινική αναζήτηση και τους 

τυχαίους αλγορίθµους  όπως τη προσοµοίωση ανόπτησης (Simulated Annealing) και γενετικούς 

αλγόριθµους (Genetic). 

 Οι wrappers συχνά δίνουν τα καλύτερα αποτελέσµατα (όσον αφορά την τελική διαγνωστική 

ακρίβεια του αλγόριθµου) σε σχέση µε τα filters, διότι η επιλογή χαρακτηριστικού είναι 

βελτιστοποιηµένη για το συγκεκριµένο αλγόριθµο. Ωστόσο, εφόσον ένας µαθησιακός 

αλγόριθµος  χρησιµοποιήθηκε για την αξιολόγηση κάθε µίας του συνόλου των χαρακτηριστικών, 

τα wrappers είναι απαγορευτικά δαπανηρά, και µπορεί να είναι δυσεπίλυτο για µεγάλες βάσεις 

δεδοµένων να περιέχουν πολλά χαρακτηριστικά. Επιπλέον, δεδοµένου ότι η επιλογή 

χαρακτηριστικών είναι µια διαδικασία στενά συνδεδεµένη µε τον αλγόριθµο µάθησης, τα 

wrappers είναι λιγότερο γενικά από τα filters και η όλη διαδικασία πρέπει να επαναληφθεί στην 

εναλλαγή από τον ένα αλγόριθµο µάθησης στο άλλο. 
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 Filters 

 

Το filter προσέγγισης αξιολογεί τα ανεξάρτητα χαρακτηριστικά  των ταξινοµητών και προσπαθεί 

να αφαιρέσει τα άσχετα χαρακτηριστικά από το σύνολο προτού χρησιµοποιηθούν από τον 

αλγόριθµο µάθησης. Τα παραδείγµατα των χαρακτηριστικών µέτρων αξιολόγησης είναι εγγενείς 

ιδιότητες των στοιχείων- πιθανά µέτρα απόστασης, πιθανά µέτρα εξάρτησης, εσωτερικά µέτρα 

απόστασης, µέτρα θεωρητικών πληροφοριών όπως εντροπία κλπ. Συστήµατα όπως το FOCUS, η 

σταυρωτή εντροπία filter και η RELIEF και οι παραλλαγές της, το δέντρο αποφάσεων filter είναι 

µερικά από τα γνωστά filter συστήµατα. 

Τα µέτρα αυτά αντιλαµβάνονται τη σχέση του χαρακτηριστικού µε τον στόχο. Οι προσεγγίσεις 

των filters είναι υπολογιστικά λιγότερο δαπανηρές και πιο γενικές, αλλά επιστρέφουν ένα µεγάλο 

υποσύνολο χαρακτηριστικών. Επίσης, µερικοί filters αλγόριθµοι που περιγράφηκαν 

προηγουµένως δεν χειρίζονται το θόρυβο στα δεδοµένα (Focus), ενώ άλλοι απαιτούν το επίπεδο 

του θορύβου να καθορίζεται κατά προσέγγιση από τον χρήστη εκ των προτέρων . 

Μια άλλη αξιοσηµείωτη παρατήρηση για αυτά τα έργα είναι ότι δεν υπάρχει αλγόριθµος που 

λειτουργεί ιδανικά σε όλους τους τοµείς, όπως φαίνεται από την διακύµανση των πειραµατικών 

αποτελεσµάτων. Αυτό είναι κατανοητό διότι η επιλογή των χαρακτηριστικών είναι µια 

εξαιρετικά συγκεκριµένη εργασία. Η εξεύρεση του βέλτιστου συνόλου χαρακτηριστικών είναι 

συνήθως δυσεπίλυτη, καθώς και πολλά προβλήµατα που σχετίζονται µε την επιλογή 

χαρακτηριστικών έχουν αποδειχθεί ότι είναι δύσκολα (ΝΡ –hard). Για περισσότερο πρακτικά 

προβλήµατα, η βέλτιστη λύση µπορεί να διασφαλιστεί µόνο αν ένα κριτήριο για την αξιολόγηση 

των χαρακτηριστικών βρεθεί, αλλά αυτή η υπόθεση, είναι σπάνια  στον πραγµατικό κόσµο. Ως 

εκ τούτου, είµαστε αναγκασµένοι να βρούµε λύσεις που είναι µεταξύ της ποιότητας 

(γενίκευση WRT, προγνωστική ακρίβεια) και του χρόνου. 

 

5.2. Προτεινόµενο σύστηµα-Συµβολισµός 

 

Περιγράφεται ένα αποτελεσµατικό και ισχυρό σχήµα που απορρίπτει τις θορυβώδεις, άσχετες και 

περιττές πληροφορίες στα παρούσα δεδοµένα, ενώ διατηρεί την ξεχωριστεί δύναµη των 

στοιχείων. Ο συνδυασµός των filters και wrappers προσεγγίσεων προτείνεται για να πάρει τη 

βέλτιστη ακρίβεια, αποτελεσµατικότητα και την καλύτερη γενίκευση.  

Εδώ το filter παρέχει ένα πολύ καλό αρχικό υποσύνολο χαρακτηριστικών για ένα wrapper-µια 

διαδικασία που είναι πιθανόν να οδηγήσει σε µια µικρότερη, και ως εκ τούτου ταχύτερη 

αναζήτηση για το wrapper. Η προτεινόµενη µέθοδος που εφαρµόζεται είναι αυτή του 

συµβολισµού των δεδοµένων για την επίλυση του διπλού προβλήµατος του φιλτραρίσµατος και 

µείωσης του θορύβου. 

Ο συµβολισµός  δεδοµένων περιλαµβάνει διαφοροποίηση των χαρακτηριστικών στοιχείων σε 

ένα περιορισµένο σύνολο τιµών που ονοµάζονται σύµβολα, τα οποία διατηρούν ντετερµινιστικά 

χαρακτηριστικά, ενώ µειώνουν το θόρυβο µέτρησης. Επιπλέον, η υπό όρους εντροπία της 
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ετικέτας της κλάσης σε σχέση µε το λειτουργικό χαρακτηριστικό (µετατρέπεται σε συµβολική 

µορφή) υπολογίζεται για να καθορίσει αν η λειτουργία σχετίζεται µε την κατηγορία ή όχι. Εδώ 

χαµηλά είναι υπό όρους  εντροπία, υψηλότερα είναι η σύζευξη. Κατά τον ίδιο τρόπο µπορούµε 

να βρούµε το βαθµό σύζευξης ενός χαρακτηριστικού σε άλλα χαρακτηριστικά. Ποσότητες όπως 

ο συντελεστής συσχέτισης ή η συνάρτηση συσχετισµού συχνά δεν παρέχουν σαφείς ενδείξεις του 

συνδετικού  χαρακτηριστικού των µεταβλητών και πληροφορίες ανά κατηγορία (δεδοµένου ότι 

αυτά µπορεί να είναι αραιά και θορυβώδη). Τα συστήµατα συµβολισµού, από την άλλη πλευρά, 

λειτουργούν ακόµη και παρουσία εξωτερικού θορύβου. Η µέθοδος του συµβολισµού δεδοµένων 

µπορεί να εφαρµοστεί σε ντετερµινιστικό ή στοχαστικό, σε γραµµικά ή µη-γραµµικά συστήµατα, 

χωρίς καµία εκ των προτέρων υπόθεση για τη φύση των δυναµικών διαδικασιών και έχει ένα 

πρακτικό πλεονέκτηµα της απλοποίησης και της επιτάχυνσης στους µετέπειτα υπολογισµούς 

καθώς ο τύπος των δεδοµένων άλλαξε από το συνεχή σε διακριτή µορφή. 

Παρακάτω περιγράφεται η σύνοψη του προτεινόµενου συστήµατος. 

 

1. Μετατροπή των δεδοµένων σε συµβολική µορφή. 

2. Υπολογισµός της υπό όρους εντροπίας πληροφοριών κατηγορίας σε σχέση µε όλα τα 

χαρακτηριστικά ένα προς ένα.  

Εδώ η υπό όρους εντροπία χρησιµοποιείται ως εκ τούτου σαν filter. Για αυτό το λόγο διατηρούµε 

τη συνάφεια στις τιµές για να διαιρείται το χαρακτηριστικό σε σχετικά και άσχετα 

χαρακτηριστικά. Αυτό µπορεί να γίνει είτε µε τη τιµή υπό όρους εντροπίας απευθείας ή µέσω 

επιλέγοντας τις χαµηλότερες τιµές n και απορρίπτοντας τα υπόλοιπα χαρακτηριστικά. 

 

3. Υπολογισµός της υπό όρους εντροπία του χαρακτηριστικού (µε υψηλότερη σύζευξη 

πληροφοριών κατηγορίας) σε σχέση µε όλα τα υπόλοιπα χαρακτηριστικά ένα προς ένα.  

Χαρακτηριστικά που παρουσιάζουν υψηλή συσχέτιση (χαµηλές τιµές υπό όρους εντροπίας) 

απορρίπτονται. Και εδώ χρησιµοποιούµε είτε απευθείας κατώτατο όριο ή επιλέγουµε τις 

υψηλότερες τιµές n και απορρίπτουµε τις υπόλοιπες λειτουργίες. 

  

4.Τακτοποίηση ώστε να διαθέτει σε αύξουσα σειρά τα δεδοµένα εντροπίας µε 

πληροφορίες κατηγορίας. 

 Πάρτε δεδοµένα µε τη δεύτερη χαµηλότερη εντροπία και υπολογίστε όρους της εντροπίας σε 

σχέση µε τα χαρακτηριστικά, µε όρους εντροπίας υψηλότερους από αυτό. Τα 

χαρακτηριστικά επιλέγονται µε παρόµοιο τρόπο όπως στο Βήµα 3. 

 

5. Επαναλάβετε το Βήµα 4 µέχρι και την τελευταία δυνατότητα. 

 

6. Οι λειτουργίες που λαµβάνονται από το Βήµα 5 χρησιµοποιούνται ως πρώτη ύλη για το 

σύστηµα wrapper  χρησιµοποιώντας  SVMs σαν αλγόριθµο µάθησης. 
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Οι SVMs βασίζονται στην αυστηρή στατιστική θεωρία µάθησης η οποία έχει πολλές επιθυµητές 

ιδιότητες, όπως τη µη γραµµική µάθηση, βελτίωση της γενικευµένης απόδοσης κλπ.. Εδώ η 

SVM υποστηρίζεται από το γενετικό αλγόριθµο και τον αλγόριθµο Newton για τη βέλτιστη 

ρύθµιση των παραµέτρων. 

 

 

5.3. Συµβολισµός 

 

 Ο συµβολισµός προϋποθέτει  διασκορπισµό (scatter). Συνήθως το εύρος  για κάθε πρωτότυπο 

χαρακτηριστικό (ή το φάσµα κάποιων µετατρέψιµων αρχικών δεδοµένων, όπως οι 

πρώτες διαφορές µεταξύ των διαδοχικών τιµών) είναι χωρισµένο σε έναν πεπερασµένο αριθµό 

διακριτών κελιών και γίνεται ανάθεση διαφορετικών σύµβολων σε κάθε κελί. Κάθε αρχική 

τιµή ενός χαρακτηριστικού είναι  µοναδικά αντίστοιχη σε ένα συγκεκριµένο σύµβολο ανάλογα 

µε τον τοµέα στον οποίo η µέτρηση πέφτει. Έτσι 
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Εδώ τα  
1 2 3
, ,c c cx x x  είναι κρίσιµα σηµεία (σύµβολα), καθορίζοντας τα όρια των κελιών, 1, 2, 

3,. . . , N. Ο αριθµός των συµβόλων που χρησιµοποιούνται, n, αναφέρεται ως το σύµβολο-

set. Στην απλούστερη (δυαδική) περίπτωση n = 2. 

Ο αριθµός των συµβόλων καθορίζει πόσο οι πρωτότυπες πληροφορίες διατηρούνται. Μία 

υψηλότερη τιµή του n λαµβάνει υπόψη περισσότερες λεπτοµέρειες των αρχικών δεδοµένων, µαζί 

µε τις επιπτώσεις του θορύβου των µετρήσεων που θα µπορούσαν να είναι παρούσες. Για 

παράδειγµα, όταν το n ισούται µε τον αριθµό των διακριτών τιµών στα δεδοµένα, τα δεδοµένα 

σύµβολα και τα αρχικά 
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Εικόνα 19. Shannon εντροπία vs αριθµό των συµβόλων για ίσα διαστήµατα αποθήκευσης 

στοιχεία είναι ισοδύναµα µε την έννοια ότι περιέχουν την ίδια πληροφορία (δηλαδή, δεν 

υπάρχει απώλεια πληροφοριών λόγω συµβολισµού). Επίσης, για οποιοδήποτε µέγεθος συνόλου 

συµβόλων, η τοποθέτηση των κρίσιµων σηµείων επηρεάζει τα χαρακτηριστικά της συµβολικής 

περιγραφής των δεδοµένων. Ο διαχωρισµός των δεδοµένων πρέπει να γίνει προσεκτικά, αφού η 

κακή επιλογή των σηµείων διαχωρισµού µπορεί να οδηγήσει σε απώλεια σηµαντικών 

πληροφοριών. Έτσι, ακόµη και αν ο συµβολισµός ελαχιστοποιεί τις επιπτώσεις του θορύβου στα 

δεδοµένα, προκαλεί επίσης την απώλεια σηµαντικών πληροφοριών κατά τη διάρκεια της 

διαδικασίας. Είναι απαραίτητο η απώλεια πληροφοριών κατά τη διάρκεια της διαδικασίας 

να είναι στο ελάχιστο. Εφαρµόζουµε αυτή την ανταλλαγή (µεταξύ της µείωσης του θορύβου και 

της απώλειας σηµαντικών πληροφοριών) µε τον διαχωρισµό των δεδοµένων σε συνδυασµό µε τις 

εντροπίες πληροφορίες ανάλυσης , όπως περιγράφεται στην συνέχεια. Για την ανάλυση, η 

σειρά συµβόλων µετατρέπεται σε συµβολική ακολουθία µε τον καθορισµό ενός πεπερασµένου 

µήκους (L)  που µπορούν να µετακινούνται κατά µήκος , συµβολοσειρές µε ένα βήµα κάθε 

φορά, κάθε βήµα αποκαλύπτοντας νέα σειρά. Για διευκόλυνση της αναφοράς και 

αναγνώρισης κάθε σύντοµη ακολουθία  µοναδικά συµβολίζεται µε ένα µόνο ακέραιο 

1

i

L
L iS

i

l M −

=

=∑   

όπου M είναι ο αριθµός των διαφορετικών συµβόλων και L είναι το µήκος της 

συµβολικής ακολουθίας. Αυτή η σειρά ακολουθία συµβόλων (ή κωδικοποιηµένη σειρά) µπορεί 

να χαρακτηριστεί µε πληροφορίες θεωρητικών µέτρων, όπως η Shannon εντροπία ορίζεται ως 
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όπου lP  είναι η πιθανότητα να βρει µια συγκεκριµένη ακολουθία l. Ορίζεται ως ο αριθµός 

των φορών αυτής της ακολουθίας  που µπορεί να βρεθεί σε συµβολοσειρά  και διαιρείται µε τον 

αριθµό των σύντοµων ακολουθιών. Η Shannon εντροπία είναι ένα µέτρο για να µετρήσει το 

περιεχόµενο των πληροφοριών στη συµβολοσειρά. Ο βέλτιστος αριθµός των συµβόλων που θα 

πρέπει να χρησιµοποιούνται για τη µεγιστοποίηση του περιεχοµένου των πληροφοριών και την 

ελαχιστοποίηση του αποτελέσµατος του θορύβου µπορεί να επιτευχθεί µε τη µεγιστοποίηση της 

εντροπίας E, µε σεβασµό  

(α) στον αριθµό των κρίσιµων σηµείων και 

(β) στις τοποθετήσεις αυτών των κρίσιµων σηµείων. 

 Η όλη διαδικασία του συµβολισµού παρουσιάζεται παρακάτω για τα δεδοµένα µε ένα µόνο 

χαρακτηριστικό: 

 

0,4966 0,8998 0,8216 0,6449 

0,8180 0,6602 0,3420 0,2897 

0,3412 0,5341 0,7271 0,3093 

0,8385 0,5681 0,3704 0,7027 

0,5466 0,4449 0,6946 0,6213 

 

Η διαδικασία παρουσιάζεται για τον αριθµό των κελιών ίσο µε n = 3 (ίσου µεγέθους), και για 

µήκος ακολουθίας L = 4. Τα παραπάνω δεδοµένα µπορούν να µετατραπούν σε σύµβολα 

δεδοµένων για τρία ξεχωριστά κελιά ως 

 

2 3 3 2 3 2 1 1 1 2 3 1 3 2 1 

 

3 2 1 2 2 

 

Τώρα για L = 4, οι ακολουθίες: 

 

2 3 3 2; 3 3 2 3;. . . ; 2 1 2 2 

 

O αντίστοιχος κωδικός για την πρώτη ακολουθία που λαµβάνεται: 
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(3 ∧ 3)* 2 + (3 ∧ 2)* 3 + (3 ∧ 1)* 3 + (3 ∧ 0)* 2 = 92 

 

Με την επανάληψη αυτού του βήµατος κωδικοποίησης  για όλες τις υπόλοιπες ακολουθίες, 

παίρνουµε τις παρακάτω κωδικοποιηµένες σειρές: 

 

92 117 110 88 103 67 41 45 55 

 

87 101 61 105 74 61 104 71 

 

Όλη αυτή η διαδικασία επαναλαµβάνεται για n = (2, 3, 4,..., 10). Η συνισταµένη εντροπία 

υπολογίζεται χρησιµοποιώντας την εξίσωση, δείχνει ότι µία µέγιστη εντροπία (0,7083) έχει 

ληφθεί για τον αριθµό των σύµβολων n = 4. Έτσι, τα συµβολισµένα δεδοµένα για n=4 θα είναι 

βέλτιστα. Σε περίπτωση πολλαπλών δυνατοτήτων διαχείρισης δεδοµένων, πρέπει να 

ακολουθήσουµε την ίδια διαδικασία για κάθε χαρακτηριστικό ανεξάρτητα από άλλα 

χαρακτηριστικά. Τα δεδοµένα των δοκιµών (ή σύνδεση δεδοµένων) συµβολίζονται µε ίδια όρια 

κελιών που χρησιµοποιούνται για την εκπαίδευση. Σε περίπτωση που υπερβαίνει τα δεδοµένα 

δοκιµών η περιοχή που καλύπτεται από δεδοµένα εκπαίδευσης (και στις δύο πλευρές), τότε 

λαµβάνει το υψηλότερο και το χαµηλότερο σύµβολο σύµφωνα µε τα όρια. 

 

5.3.1. Υπό όρους εντροπίας 

 

Για δύο σήµατα {X} και {Z}, η υπό όρους εντροπία ορίζεται ως  

 

  

  

 

όπου Nx είναι ο συνολικός αριθµός των διαφορετικών Sx τιµών που παρατηρήθηκαν και  

είναι η πιθανότητα για τη µεταβλητή Z να λάβει συµβολική αξία του Sz όταν η 

µεταβλητή X καταλαµβάνει τη συµβολική αξία του Sx. 

Κάποιος µπορεί να ερµηνεύσει την υπό όρους εντροπία ως το ποσό που έχει παρατηρηθεί ότι 

παραµένει αβέβαιο για τον Z µετά τον X. Όσο χαµηλότερα από την υπό 

όρους εντροπία µεγαλύτερη είναι η συσχέτιση µεταξύ δύο µεταβλητών. 
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5.4. SVM ταξινόµηση 

 

Οι SVMs µε βάση τις αρχές της στατιστικής θεωρίας χρησιµοποιούνται συνήθως 

για διάφορα διµερή και πολύ καταµερισµένα καθήκοντα κατάταξης σε διάφορους τοµείς. Οι 

υπολογιστικοί βιολόγοι απασχολούνται επίσης µε SVM για την εκτέλεση σηµαντικών εργασιών 

όπως οι διαρθρωτικές ταξινοµήσεις των πρωτεϊνών. 

 Η µεθοδολογία, οι αλγόριθµοι και το λογισµικό είναι πλέον εύκολα διαθέσιµα. Έχουµε µια πολύ 

σύντοµη παράθεση του δυαδικού αλγορίθµου ταξινόµησης SVM σε αυτή την ενότητα. 

Ξεκινώντας µε ένα σύνολο των εισροών-εκροών στα ζεύγη εκπαίδευσης 

 

1 1 2 2( , ), ( , ),..., ( , ) ,dN Nx y x y x y x R y R∈ ∈  

Η λειτουργία απόφασης της SVM όσον αφορά µία κατάλληλα καθορισµένη λειτουργία του 

πυρήνα µπορεί να ληφθεί ως: 

1

( ) ( , )
N

i i i

i

f x y a K x x bθ
=

= +∑ , 

 

όπου Ν είναι το µέγεθος του δείγµατος και το  είναι ο πυρήνας 

λειτουργίας της χαρτογράφησης των διανυσµάτων εισόδου σε ένα χώρο χαρακτηριστικών και 

θ ένα σύνολο παραµέτρων και b είναι η σταθερά προκατάληψης. Οι συντελεστές  είναι που 

λαµβάνεται µε την επίλυση του τετραγωνικής βελτιστοποίησης προβλήµατος 

 

 

 

µε την επιφύλαξη των περιορισµών 

 

0 , 1,...,ia i N≤ =  

1

0
N

i i

i

a y
=

=∑ . 

Αν στο παραπάνω αυστηρό όριο της SVM του προβλήµατος  βελτιστοποίησης  (δεν υπάρχει 

ρητή διάταξη για την επιβολή κυρώσεων για λάθη κατάρτισης)  η ισότητα ικανοποιείται για τα 

σηµεία ix  µε το αντίστοιχο > 0, τότε αυτά τα σηµεία ονοµάζονται µη µηδενικά SV. Αν το 

υπερεπίπεδο που διαχωρίζει επιτρέπεται να διέρχεται από την αρχή µε τη λήψη b = 0, τότε 
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ο περιορισµός της ισότητας εξαφανίζεται και η διατύπωση του προβλήµατος, 

ονοµάζεται αυστηρό περιθώριο της SVM χωρίς όριο. 

 Σε περίπτωση µη διαχωρίσιµων προτύπων εκπαίδευσης, τα λάθη κατάρτισης επιτρέπονται και η 

διατύπωση του προβλήµατος στην περίπτωση αυτή καλείται ως χαλαρό SVM περιθώριο. 

Ο περιορισµός των ανισοτήτων είναι ελαφρώς τροποποιηµένος ως 0 ia C≤ ≤ , όπου C θεωρείται 

σταθερή για τα λάθη κατάρτισης (παράµετρος). Το χαλαρό SVM περιθώριο µπορεί επίσης να 

θεωρηθεί ως µια ειδική περίπτωση του αυστηρού SVM περιθωρίου µε την τροποποιηµένη 

λειτουργία του πυρήνα, όπως 
1

K K
C

← + . 

 

Η λειτουργία του πυρήνα που περιλαµβάνεται στο πρόβληµα µπορεί να επιλεγεί 

χρησιµοποιώντας το θεώρηµα Mercers.  Έχουµε χρησιµοποιήσει την Gaussian  λειτουργία 

(RBF) του πυρήνα της µορφής 

 
2

2

( )
( , ) exp( )

2

i j

i j

i i

x x
K x x

σ

−
= −∑  

όπου σ είναι η παράµετρος πλάτους του πυρήνα. Αν πάρουµε σ να είναι σταθερή και να 

επιτρέπει κάποιο λάθος εκπαίδευσης, τότε η παράµετρος πυρήνα C µπορεί να βελτιστοποιηθεί 

µαζί µε τη σ, για να ελαχιστοποιηθεί το σφάλµα γενίκευσης. 

Ο Vapnik, κάνει χρήση αλγόριθµου καθοδικής κλίσης, ενώ ο Keerthi  χρησιµοποιεί 

τις Newton ενηµερώσεις για αυτόµατο συντονισµό. Και οι δύο αυτές µέθοδοι µπορούν 

να συγκλίνουν σε βέλτιστες τοπικές λύσεις , που απαιτούν τη χρήση των καλύτερων 

µεθόδων όπως η χρήση ενός υβριδικού πλαισίου των Newton (µε BFGS αναβάθµιση)  

και γενετικών αλγόριθµων. 

5.5. Πειράµατα-Αξιολόγηση 

 

Προκειµένου να αξιολογηθεί η προτεινόµενη µέθοδος παραθέτουµε τρία πειράµατα πάνω σε τρία 

διαφορετικά σύνολα δεδοµένων.  

∆ύο σύνολα στοιχείων τα "Ιονόσφαιρα ∆εδοµένα", τα "δεδοµένα Αναγνώρισης κρασιού" 

επιλέχθηκαν από το αποθετήριο της UCI µηχανής µάθησης της βάσης δεδοµένων 

(http://www.ics.uci.edu/ ~ mlearn / MLrepository). Τα  ιονόσφαιρα σύνολα δεδοµένων έχουν 

34 χαρακτηριστικά για ένα σύνολο 351 περιπτώσεων για ένα δυαδικό έργο ταξινόµησης που 

αντιστοιχεί σε "Καλή" επιστροφή και "Κακή" επιστροφή. Το σύνολο των δεδοµένων είναι 

χωρισµένο τυχαία σε δύο οµάδες:150 παρατηρήσεις για εκπαίδευση  και 201 για δοκιµή. Το 

σύνολο δεδοµένων κρασιού αντιστοιχεί σε 13 χηµικά συστατικά από 178 ιταλικά κρασιά που 

προέρχονται από τρεις διαφορετικές ποικιλίες. Έχουµε λύσει εδώ όλα τα προβλήµατα δύο 

κλάσεων, µε αποτέλεσµα την απόρριψη των 48 περιπτώσεων που αντιστοιχεί 
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στη Γ'τάξη στα δεδοµένα κρασιού. Οι υπόλοιπες 130 µονάδες δεδοµένων χωρίζονται σε 80 για 

εκπαίδευση και 50 περιπτώσεις δοκιµών.  

Το τρίτο σύνολο δεδοµένων αφορά τον καρκίνο του παχέος εντέρου  

(http://microarray.princeton.edu/oncology). Το σύνολο δεδοµένων το οποίο αφορά τον 

καρκίνο του παχέος εντέρου αποτελείται από 62 δείγµατα του παχέος εντέρου από επιθηλιακά 

κύτταρα από καρκίνο του παχέος εντέρου ασθενών. Τα δείγµατα αποτελούνται από βιοψίες των 

όγκων που συλλέχθηκαν από όγκους, ενώ οι κανονικές βιοψίες συλλέγονται από υγιές τµήµα 

του παχέος εντέρου του ίδιου ασθενή. Ο αριθµός των γονιδίων στο σύνολο δεδοµένων είναι 

2000. Το σύνολο των δεδοµένων είναι χωρισµένο σε δύο οµάδες: 30 σχέδια για την εκπαίδευση 

και 32 για τη δοκιµή. 

5.6. Αποτελέσµατα και Παρατηρήσεις 

 

Η µεθοδολογία που ίσχυσε για την ταξινόµηση των δεδοµένων απεικονίζεται παρακάτω. Τα 

αρχικά δεδοµένα µπορούν να να υποβληθούν σε απευθείας κατάταξη σύµφωνα µε 

τον SVM αλγόριθµο. Αυτός ο ταξινοµητής έχει οριστεί ως F1 στη ροή του διαγράµµατος. Τα 

αρχικά δεδοµένα µπορεί να περιέχουν κάποιο θόρυβο και ακραίες τιµές, οι οποίες µπορεί να 

αφαιρεθούν µέσω της διαδικασίας του συµβολισµού. 

Τα δεδοµένα που προκύπτουν µπορεί µετά να ταξινοµηθούν και να χαρακτηριστούν 

ως F2. Τα συµβολισµένα δεδοµένα µπορούν να υποβληθούν σε περαιτέρω επεξεργασία και να 

προσδιοριστούν οι άσχετες και περιττές λειτουργίες από τους υπολογισµούς υπό 

όρους εντροπίας. Οι Εικόνες 21, 22 και 23 παρουσιάζουν τα γραφήµατα plot της υπό 

όρους εντροπίας των πληροφοριών της κάθε κατηγορίας σε σχέση µε όλα τα δεδοµένα που 

διαθέτει ένα προς ένα, για τα τρία σύνολα δεδοµένων. Οπως αναφέρθηκε 

προηγουµένως, η υπό όρους εντροπία χρησιµοποιείται ως συναφές filter. 
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Εικόνα 20. ∆ιάγραµµα ροής που απεικονίζει τη µεθοδολογία 

 

 

Εικόνα 21. Υπό όρους εντροπίας της πληροφόρησης της ταξινόµησης σε σχέση µε όλα τα 

δεδοµένα που διαθέτει ένα-προς-ένα για ιονόσφαιρα δεδοµένα 
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Εικόνα 22. Υπό όρους εντροπίας της πληροφόρησης ταξινόµησης σε σχέση µε όλα τα 

δεδοµένα που διαθέτει ένα-προς-ένα για δεδοµένα του καρκίνου του παχέος εντέρου 

 

Εικόνα 23. Υπό όρους εντροπίας της πληροφόρησης ταξινόµησης σε σχέση µε όλα τα 

δεδοµένα που διαθέτει ένα-προς-ένα για τα δεδοµένα κρασιού 

Οι χαµηλότερες τιµές της υπό όρους εντροπίας δίνουν τη σηµασία  που διαθέτουν αυτά τα 

χαρακτηριστικά και αυτά που υπερβαίνουν ένα ορισµένο όριο µπορούν να θεωρηθούν ως 

αλυσιτελής. Στις παραπάνω Εικόνες οι οριζόντιες συµπαγείς γραµµές αντιπροσωπεύουν το όριο 

που καθορίζεται από το χρήστη. Στην Εικόνα 21, η υπό όρους εντροπία είναι ίση 

µε 0,27 αντιπροσωπεύοντας το καθορισµένο από το χρήστη όριο και τα χαρακτηριστικά {2, 3, 4, 
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5, 6, 7} µε όρους εντροπίας χαµηλότερους από το όριο που αποτελεί τη σχετική σειρά. Έτσι το 

σχετικό filter και µόνο έχει µειώσει τον αριθµό των χαρακτηριστικών από 34 σε 6. Στην Εικόνα 

23, η υπό όρους εντροπία είναι ίση µε 0.295 και αντιπροσωπεύει το όριο που καθορίζεται από το 

χρήστη και έχει χαρακτηριστικά {1, 2, 6, 7, 10, 13} και αποτελεί το σχετικό σύνολο. Σε αυτή την 

περίπτωση επίσης η µείωση των σχετικών χαρακτηριστικών είναι σηµαντική από 13  σε 

6. Παρόµοια τάση παρατηρείται για τα στοιχεία του καρκίνου του παχέος εντέρου, όπου η υπό 

όρους εντροπία είναι ίση µε το 0,23 και αντιπροσωπεύει το όριο που καθορίζεται από το 

χρήστη. Κατά τον ίδιο τρόπο αποµακρύνεται ο πλεονασµός µε υπολογισµό ανά χαρακτηριστικό 

υπό όρους εντροπίας. Μερικές φορές ακόµη και µετά την αφαίρεση των άσχετων 

και περιττών πληροφοριών έχουµε µείνει µε ένα µεγάλο αριθµό χαρακτηριστικών. 

 

Πίνακας 1 και 2 

 

Αυτά µπορούν περαιτέρω να παραµεριστούν χρησιµοποιώντας wrapper 

µε SVM ως αλγόριθµο επαγωγής για την απόκτηση αυτών επιλέγουµε λίγα που είναι 

πιο σηµαντικά. Μόλις οι σχετικές ιδιότητες εντοπιστούν µπορούµε να χρησιµοποιήσουµε τις 

αριθµητικές τιµές που συνδέονται µε αυτές για τους σκοπούς της ταξινόµησης. 

Ο ταξινοµητής έχει οριστεί ως F3 λαµβάνοντας υπόψη ότι η χρήση των συµβόλων για αυτά τα 

χαρακτηριστικά δίνει ταξινοµητή F4. Στην περίπτωση των δεδοµένων κρασιού ταυτίζουµε 

τις ιδιότητες 1, 10 και 13 ενώ για τα ιονόσφαιρα δεδοµένα τα γνωρίσµατα 2,4 και 5 βρέθηκαν να 

είναι σηµαντικά. Οµοίως τα στοιχεία του καρκίνου του παχέος εντέρου έχουν 

δώσει χαρακτηριστικά (560, 1745, 765) ως βέλτιστα σύνολα. Για την εκτέλεση συµβολοποίησης 

χρησιµοποιήσαµε τα ισοµήκη διαστήµατα κατά τη διάρκεια µιας σειράς χαρακτηριστικών και ως 
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εκ τούτου δεν φτάσαµε τις βέλτιστες θέσεις των κρίσιµων σηµείων. Η Shannon εντροπία  

έτσι µεγιστοποιείται σε σχέση µε τον αριθµό των συµβόλων. Τα αποτελέσµατα δείχνουν ότι 

ακόµη και αυτή η απλουστευµένη προσέγγιση έδωσε άριστα αποτελέσµατα. 

 

Προκειµένου να µελετηθεί η επίδραση του θορύβου στην απόδοση της ταξινόµησης, τυχαίος 

θόρυβος δηµιουργήθηκε και προστέθηκε σε κάθε χαρακτηριστικό στο σύνολο των 

δεδοµένων πριν από την εφαρµογή των αλγόριθµων µάθησης. Τα αποτελέσµατα ταξινόµησης 

για διάφορα σύνολα δεδοµένων για τις θορυβώδη και µη θορυβώδη περιπτώσεις που 

παρουσιάζονται στους Πίνακες 1 και 2. Από αυτά τα αποτελέσµατα είναι σαφές ότι η διαδικασία 

επιλογής χαρακτηριστικών δίνει σηµαντική βελτίωση στην απόδοση του ταξινοµητή του, τόσο σε 

θορυβώδη και µη θορυβώδη περιπτώσεις. Επίσης, η ταξινόµηση είναι γενικά καλύτερη για τα 

δεδοµένα συµβόλων από ό,τι για τα αρχικά δεδοµένα. Ο λόγος για τις βελτιώσεις αυτές είναι ότι 

τα άσχετα, περιττά και θορυβώδη στοιχεία των δεδοµένων αποµακρύνονται από το συνδυασµένο 

αποτέλεσµα της επιλογής χαρακτηριστικών και ο συµβολισµός που ελαχιστοποιεί τις 

επιπτώσεις του µικρού εύρους των στοιχείων των µετρήσεων που δεν έχουν σχέση µε την 

δυναµική που κυριαρχεί στης µεγάλης κλίµακας εκδηλώσεις. 

 

 

Πίνακας 3 και 4 
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Πίνακας 5 

Αυτό έχει  πρακτικό πλεονέκτηµα την απλούστευση και επιτάχυνση των µετέπειτα υπολογισµών 

(π.χ. βήµα wrapper). Ο χρόνος που απαιτείται για να πραγµατοποιήσουµε µία φορά κατάρτιση 

και  έλεγχο των ταξινοµητών SVM για τα τρία σύνολα δεδοµένων και στις δύο µη 

θορυβώδεις και θορυβώδεις περιπτώσεις παρουσιάζεται στους Πίνακες 3 και 4. Είναι σαφές 

από τα αποτελέσµατα ότι η επιλογή χαρακτηριστικών και ο συµβολισµός  έχει µειώσει 

σηµαντικά τον χρόνο υπολογισµού. 

Η υπολογιστικός  χρόνος που έχει αναφερθεί είναι ο χρόνος CPU που απαιτείται για την 

εκτέλεση µιας επανάληψης της κατάρτισης και τη δοκιµή του ταξινοµητή της SVM. Όλες 

οι προσοµοιώσεις πραγµατοποιήθηκαν σε Pentium IV, µνήµη RAM 512 MB µηχανή. Για να 

ελέγξουµε τη γενίκευση της µεθόδου  ταξινοµούµε τα δεδοµένα χρησιµοποιώντας 

τους k πλησιέστερους γείτονες (KNN) αλγόριθµους µε επιλεγµένα χαρακτηριστικά. Σηµειώστε 

ότι τα δεδοµένα που χρησιµοποιούνται µε KNN είναι χωρίς συµβολισµό, καθώς 

ο συµβολισµός είναι άσχετος στην περίπτωση της απόστασης µε βάση τη µέθοδο KNN. Τα 

αποτελέσµατα για KNN  παρουσιάζονται στους Πίνακες 5 και 6. Όπως φαίνεται, η απόδοση του 

ταξινοµητή KNN είναι συγκρίσιµη και για τις δύο περιπτώσεις. Η κύρια συνεισφορά είναι η 

ταυτόχρονη εκτέλεση της επιλογής χαρακτηριστικών και µείωση του θορύβου µε την καλύτερη 

γενικευµένη έννοια της επιλογής χαρακτηριστικών. 

 

Πίνακας 6 
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Ο υπολογισµός του µήκους κατηγορίας, το χαρακτηριστικό γνώρισµα των συνδέσµων και οι 

υψηλότερες συσχετίσεις τάξης αγνοούνται . Αυτά µπορούν να συµπεριληφθούν αλλά 

χρειάζονται µεγάλα δείγµατα δεδοµένων,  µεγάλος χρόνος υπολογισµού και κόστος. 

5.7. Συµπεράσµατα 

 

Τα οφέλη από µια τέτοια προεπεξεργασία περιλαµβάνουν τη µείωση του όγκου των 

δεδοµένων που απαιτούνται για να επιτευχθεί η µάθηση, βελτίωση της ακρίβειας και 

αποτελεσµατικότητα. Επίσης, το υβριδικό σύστηµα είναι πιο γενικό από το filter και wrapper, 

όπως καταδεικνύεται από τα αποτελέσµατα KNN. 
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6. ∆υαδική κατηγοριοποίηση (Binary Classification) 

 

Η απλούστερη µορφή επίλυσης ενός προβλήµατος πρόβλεψης είναι η δυαδική κατηγοριοποίηση 

(binary classification), όπου πρέπει να γίνει ένας διαχωρισµός σε αντικείµενα που ανήκουν σε 

µία από δύο κατηγορίες οι οποίες συµβολίζονται µε θετικό (+1) ή αρνητικό (-1) πρόσηµο. Οι 

SVMs χρησιµοποιούν για την επίλυση αυτού του προβλήµατος: 

α) διαχωρισµό δεδοµένων µε µεγάλο περιθώριο (large margin separation) και 

β) πράξεις στο επίπεδο των kernels (πυρήνων) (kernel functions).  

Η ιδέα του large margin separation µπορεί να αναπαρασταθεί εύκολα όταν διαχωρίζονται σηµεία 

σε δύο διαστάσεις. Ένας απλός τρόπος να διαχωριστούν αυτά τα σηµεία είναι να σχεδιάσουµε 

µια ίσια γραµµή που τα χωρίζει, και να αποκαλέσουµε τα σηµεία που βρίσκονται στη µία πλευρά 

θετικά, και αυτά που βρίσκονται στην άλλη πλευρά αρνητικά. Αν τα δύο σύνολα χωριστούν 

σωστά, γίνεται προσπάθεια να σχεδιαστεί ξανά η γραµµή, αλλά αυτή τη φορά όσο πιο µακριά 

γίνεται από τα σηµεία και των δύο συνόλων. Αυτή η επιλογή σχεδίασης αποτελεί την ιδέα του 

διαχωρισµού µε το µεγαλύτερο δυνατό περιθώριο (large margin separation). 

 

Εικόνα 24.Ένας γραµµικός κατηγοριοποιητής ο οποίος διαχωρίζει δύο κατηγορίες 

σηµείων (τετράγωνα και κύκλους), σχεδιασµένα σε δύο διαστάσεις 

Η διαχωριστική γραµµή χωρίζει τον χώρο σε δύο σύνολα ανάλογα µε το πρόσηµο. Η απόχρωση του 

γκρι αναπαριστά την τιµή της διακρίνουσας εξίσωσης: σκούρο για χαµηλές τιµές και ανοιχτό για 

υψηλές. 
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Εικόνα 25. Το µέγιστο περιθώριο όπως υπολογίζεται από µία γραµµική SVM 

Η περιοχή ανάµεσα στις δύο λεπτές γραµµές ορίζει την περιοχή του περιθωρίου (margin area) 

όπου 1 , 1w x b− ≤ + ≤ . 

                                                              

Τα σηµεία των δεδοµένων που έχουν µαύρα κέντρα είναι τα support vectors (SV), δηλαδή τα 

σηµεία που είναι κοντά στο σύνορο απόφασης (decision boundary). Αυτά ορίζουν το περιθώριο 

το οποίο χωρίζει τις δύο κατηγορίες. Στο παραπάνω σχήµα φαίνονται τρία support vectors πάνω 

στα σύνορα (όπου f(x) = −1 or f(x) = +1). 

 

Εικόνα 26. Η επιρροή της σταθεράς του soft-margin, C, στο decision boundary 

Αν τροποποιήσουµε τα δεδοµένα µετακινώντας το σηµείο στη νέα θέση που δείχνει το τόξο, 

αυτό θα µειώσει σηµαντικά το περιθώριο µε το οποίο τα hard margin SVM µπορούν να 
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κατηγοριοποιήσουν τα δεδοµένα. Η δηµιουργία του περιθωρίου χρησιµοποιώντας µια πολύ 

µεγάλη τιµή του C, µιµείται τη συµπεριφορά του hard margin SVM, το οποίο µας δείχνει ότι 

κάποια σηµεία µπορεί να αποτελούν λάθη και έχουν µεγάλο κόστος στο σχεδιασµό του 

περιθωρίου. Μία µικρότερη τιµή του C µας επιτρέπει να αγνοήσουµε κάποια σηµεία πολύ κοντά 

στο περιθώριο και έτσι έχει την ευχέρεια να µεγαλώσει το σύνορο. Το περιθώριο επιλογής 

ανάµεσα στα θετικά και τα αρνητικά σηµεία είναι η παχιά γραµµή που φαίνεται στο σχήµα, ενώ 

οι λεπτές γραµµές αντιπροσωπεύουν το σύνορο (-1 έως +1). 

 

Αντί της ιδέας των σηµείων στο χώρο, µπορούµε να σκεφτούµε ότι τα σηµεία µας αναπαριστούν 

αντικείµενα, τα οποία αντιπροσωπεύονται από ένα σύνολο ιδιοτήτων το οποίο προήλθε από 

µετρήσεις σε κάθε ένα από αυτά. Όταν χρησιµοποιήθηκε µεγάλο σύνορο, αποδείχτηκε ότι η 

σχετική θέση των σηµείων ή η οµοιότητα των σηµείων είναι πιο σηµαντική από την ακριβή θέση 

τους. Στην απλούστερη περίπτωση της γραµµικής κατηγοριοποίησης, η οµοιότητα δύο 

αντικειµένων υπολογίζεται από το εσωτερικό γινόµενο των αντίστοιχων διανυσµάτων (vectors). 

Για να οριστούν άλλα µέτρα οµοιότητας που οδηγούν σε µη γραµµική κατηγοριοποίηση, 

µπορεί να επεκταθεί η ιδέα του εσωτερικού γινοµένου ανάµεσα στα σηµεία µε τη βοήθεια 

πράξεων σε επίπεδο kernel. Τα kernel (πυρήνες) υπολογίζουν την οµοιότητα ανάµεσα σε δύο 

σηµεία και είναι η δεύτερη σηµαντική ιδέα των SVMS και των πράξεων σε επίπεδο kernel. 

 
Εικόνα 27. Η επίδραση του βαθµού ενός πολυωνυµικού kernel 

 

Ένα πολυωνυµικό kernel µε βαθµό 1 οδηγεί σε γραµµικό διαχωρισµό. Πολυωνυµικοί kernel 

υψηλότερου βαθµού επιτρέπουν πιο ευέλικτο σύνορο διαχωρισµού. 

 
 

Εικόνα 28. Η επιρροή της παραµέτρου του πλάτους του Gaussian kernel (σ) για µια 

σταθερή τιµή του C. 
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Για µεγαλύτερες τιµές του σ, το σύνορο διαχωρισµού είναι σχεδόν γραµµικό. Όσο µικραίνει το 

«σ», η ευελιξία του συνόρου αυξάνεται. Μικρές τιµές του «σ» οδηγούν σε over fitting. 

Όπως θα δούµε αργότερα, ορίζοντας ένα κατάλληλο kernel µεταξύ των αντικειµένων, αυτό έχει 

δύο πλεονεκτήµατα: 

α) την ικανότητα να παράγει µη-γραµµικά σύνορα διαχωρισµού χρησιµοποιώντας   µεθόδους για 

σχεδιασµένες για µη γραµµικούς κατηγοριοποιητές, και  

 

β) την πιθανότητα να εφαρµοστεί ένας κατηγοριοποιητής σε δεδοµένα χωρίς προφανές 

διανυσµατικό διάστηµα. 

 

6.1. Large Margin Separation 

 

6.1.1. Γραµµικός διαχωρισµός µε hyperplanes (υπερεπίπεδο). 

 

Οι SVMs είναι ένα παράδειγµα ενός γραµµικού κατηγοριοποιητή δύο κλάσεων. Τα δεδοµένα για 

ένα πρόβληµα εκµάθησης περιλαµβάνουν αντικείµενα τα οποία έχουν ένα από τα δύο: +1 (θετικά 

αντικείµενα) και -1 (αρνητικά αντικείµενα). Έστω το x αντιπροσωπεύει ένα διάνυσµα µε Μ 

στοιχεία, όπου το jx ,  j = 1,…,M αναπαριστά ένα σηµείο σε ένα διανυσµατικό πεδίο Μ 

διαστάσεων. Το ix  αναπαριστά το i-οστό διάνυσµα των δεδοµένων { }
1

( )
n

i i i
x y

=
, ενώ το iy  είναι η 

ετικέτα (label) το οποίο σχετίζεται µε το αντικείµενο 
ix , και n ο αριθµός των αντικειµένων. Τα 

αντικείµενα ix  ονοµάζονται πρότυπα, είσοδοι ή παραδείγµατα. Απαραίτητο για τον ορισµό ενός 

γραµµικού κατηγοριοποιητή (linear classifier) είναι το εσωτερικό γινόµενο ανάµεσα στα δύο 

διανύσµατα 
1

,
M

j jj
w x w x

=
=∑ . Ο γραµµικός κατηγοριοποιητής βασίζεται σε µία γραµµική 

διακρίνουσα εξίσωση της µορφής ( ) ,f x w x b= + .  

 

Η διακρίνουσα εξίσωση ( )f x χρησιµοποιείται για να ληφθεί η απόφαση ως προς τον τρόπο 

κατηγοριοποίησης. Το διάνυσµα w είναι γνωστό ως weight factor, και ο βαθµωτός b ονοµάζεται 

bias. Σε πρόβληµα δύο διαστάσεων, τα σηµεία που ικανοποιούν την εξίσωση 

, 0w x = ,αντιστοιχούν σε µια γραµµή η οποία περνά από την αρχή των αξόνων, σε ένα επίπεδο 

τριών διαστάσεων, και πιο γενικά ένα υπέρ-επίπεδο (hyperplane). Το bias µετατοπίζει το 

hyperplane σε σχέση µε την αρχή των αξόνων. Το hyperplane διαιρεί το χώρο στα δύο, και 

σύµφωνα µε το πρόσηµο της f(x), γνωρίζουµε σε ποια πλευρά του hyperplane θα βρίσκεται κάθε 

σηµείο. Αν η f(x)>0, τότε το σηµείο βρίσκεται στη θετική πλευρά. Το σύνορο ανάµεσα στις δύο 

περιοχές οι οποίες έχουν διαχωριστεί ως θετικές ή αρνητικές ονοµάζεται σύνορο απόφασης 

(decision boundary) του κατηγοριοποιητή. Το σύνορο απόφασης ορισµένο από ένα υπέρ-επίπεδο 

θεωρείται γραµµικό, επειδή είναι γραµµικό στα δεδοµένα.  
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6.1.2. Κατηγοριοποίηση µε µεγάλο περιθώριο (Classification with large margin) 

 

Όταν έχουµε να δουλέψουµε µε ένα σύνολο δεδοµένων το οποίο µπορεί να διαχωριστεί 

γραµµικά, δεν υπάρχει µόνο ένα hyperplane το οποίο κατηγοριοποιεί σωστά όλα τα σηµεία. Εδώ 

προκύπτει ο προβληµατισµός επιλογής ενός µόνο hyperplane, το οποίο όχι µόνο χωρίζει τα 

σηµεία σωστά, αλλά το κάνει µε µεγάλο περιθώριο. Το περιθώριο ενός γραµµικού 

κατηγοριοποιητή, ορίζεται ως η απόσταση του κοντινότερου σηµείου στο σύνορο απόφασης. Το 

hard-margin SVM, µπορεί να εφαρµοστεί σε όλα τα δεδοµένα που χωρίζονται γραµµικά, και η 

ιδιότητα του είναι να κατηγοριοποιήσει σωστά όλα τα σηµεία. Αυτή η ιδιότητα δίνει µεγάλη 

ακρίβεια στον classifier, αλλά έχει χαµηλή απόδοση σε σχέση µε τα soft margin SVM. 

 

6.2. Soft margin 

 

Πρακτικά, τα δεδοµένα δεν γίνεται πάντα να διαχωριστούν γραµµικά, και ακόµα και αν 

γίνεται µπορεί να επιτευχθεί µεγαλύτερο περιθώριο (margin) αν εσκεµµένα κατηγοριοποιηθούν 

λάθος κάποια σηµεία . Η θεωρία και τα αποτελέσµατα έρευνας έχουν δείξει ότι το µεγάλο 

περιθώριο θα αποδώσει καλύτερα από το hard margin SVM. Για να επιτραπούν σφάλµατα στην 

κατηγοριοποίηση, µετατρέπουµε την εξίσωση ως εξής: 

( , ) 1 , 1,...,i i iy w x b i nξ+ ≥ − =  

όπου ξi≥0 είναι οι µεταβλητές που επιτρέπουν σε ένα σηµείο να τοποθετηθεί µέσα στο σύνορο ή 

σε λάθος κατηγορία. Για να αποτραπεί η υπερβολική χρήση των λάθος τοποθετηµένων σηµείων, 

ορίζεται η σταθερά C η οποία θέτει τους όρους για τη µεγιστοποίηση του περιθωρίου και την 

ελαχιστοποίηση των λάθος κατηγοριοποιήσεων. Η µέθοδος αυτή ονοµάζεται soft-margin SVM. 

Για µεγαλύτερες τιµές του C, δίνεται βάρος στην αποφυγή των λανθασµένων 

κατηγοριοποιήσεων, όπου τα δύο σηµεία που βρίσκονται κοντά στο hyperplane επηρεάζουν 

άµεσα τον προσανατολισµό του και το φέρνουν πολύ κοντά στα υπόλοιπα σηµεία.  

 

 

6.3. Κανονικοποίηση δεδοµένων (Normalization) 

 

Οι κατηγοριοποιητές οι οποίοι λειτουργούν µε µεγάλο περιθώριο, είναι ευαίσθητοι ως προς τον 

τρόπο εισαγωγής των δεδοµένων. Για αυτό το λόγο είναι πολλές φορές απαραίτητο να γίνει 

κανονικοποίηση των δεδοµένων. Η κανονικοποίηση µπορεί να πραγµατοποιηθεί είτε σε επίπεδο 

δεδοµένων ή σε επίπεδο kernel, ή και στα δύο. Όταν µετρώνται δεδοµένα σε διαφορετικές 

κλίµακες, γίνεται προσπάθεια να καθοριστούν οι τιµές έτσι ώστε να είναι της ίδιας κλίµακας, π.χ. 

για κάθε τιµή αφαιρούµε τη µέση τιµή και τη διαιρούµε µε την τυπική απόκλιση. Μία 

εναλλακτική του να κανονικοποιήσουµε κάθε αντικείµενο ξεχωριστά, είναι να µετατρέψουµε τα 

αντικείµενα σε µοναδιαία διανύσµατα. Σε γενικές γραµµές η κανονικοποίηση συχνά προσφέρει 

βελτιωµένη απόδοση σε γραµµικούς και µη γραµµικούς Kernels, και µπορεί επίσης να οδηγήσει 

σε ταχύτερη σύγκλιση. 
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6.4. Χειρισµός µη ισορροπηµένου αριθµού δεδοµένων 

 

Πολλά σύνολα δεδοµένων που συναντάµε δεν είναι ισορροπηµένα, δηλαδή η µία κατηγορία 

αποτελείται από πολύ λιγότερα αντικείµενα σε σχέση µε την άλλη. Τέτοια σύνολα δεδοµένων 

δυσκολεύουν πολύ τη δουλειά του κατηγοριοποιητή. Όταν ένα σύνολο δεδοµένων δεν είναι 

ισορροπηµένο, το κόστος της λάθος κατηγοριοποίησης δεν είναι και αυτό ισορροπηµένο, µιας 

και ένα λάθος στην κατηγορία µε τις λιγότερες τιµές θα κοστίσει πολύ περισσότερο από ένα 

λάθος στην άλλη κατηγορία. Για την αντιµετώπιση αυτού του προβλήµατος δίνονται 

διαφορετικοί παράµετροι για κάθε κατηγορία, ώστε να µην επιτρέπει να γίνονται εύκολα λάθη 

στην κατηγορία µε τις λιγότερες τιµές . 

 

6.5. Επιλογή Kernel 

 

Ο αλγόριθµος των SVM επιτρέπει τη χρήση kernels, δίνοντας έτσι τη δυνατότητα να 

υπολογιστούν εσωτερικά γινόµενα σε µη γραµµικό χώρο. ∆εν υπάρχει γενικός κανόνας για την 

επιλογή kernel, µιας και όλα εξαρτώνται από τα δεδοµένα. ∆οκιµάζεται πρώτα ένας γραµµικός 

kernel και µετά εξετάζεται αν ένας πολυωνυµικός kernel αν µπορεί να βελτιώσει την απόδοση. 

Μετά δοκιµάζονται διαφορετικές τιµές για τις παραµέτρους του κάθε kernel. 

 

Τα kernels που χρησιµοποιούνται πιο συχνά είναι τα εξής: 

1. Linear 

2. Polynomial 

3. Gaussian Radial Basis Function  
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Εικόνα 29.Γραφική αναπαράσταση ενός radial basis function kernel 

 

Πολλές φορές δεν δοκιµάζεται µόνο ένας kernel, αλλά συνδυασµός διαφορετικών kernels, µε 

σκοπό να αυξηθεί η απόδοση του κατηγοριοποιητή.  

 

Kernel 

Εάν τα δεδοµένα είναι γραµµικά, ίσως χρησιµοποιηθεί ένα διαχωριστικό  υπερσύνολο για 

να χωρίσει τα δεδοµένα. Ωστόσο, συχνά τα δεδοµένα δεν είναι γραµµικά και τα σύνολα 

δεδοµένων είναι αδιαχώριστα. Για να καταστεί δυνατό αυτό στους πυρήνες  χρησιµοποιούνται σε 

µη γραµµικούς  χάρτες τα δεδοµένα εισόδου σε ένα υψηλό-διάστατο χώρο. Η 

νέα χαρτογράφηση στη συνέχεια είναι γραµµικά διαχωρίσιµη. 

Ένα πολύ απλό παράδειγµα φαίνεται στην Εικόνα 30. 
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Εικόνα 30. Χρησιµότητα των kernels 

Αυτή η χαρτογράφηση ορίζεται από τον πυρήνα 

 

 

Ο Χώρος των χαρακτηριστικών 

Ο µετασχηµατισµός των δεδοµένων στο χαρακτηριστικό διάστηµα επιτρέπει να ορίσουµε ένα 

µέτρο οµοιότητας µε βάση το προϊόν βαθµωτό dot. Εάν ο χώρος χαρακτηριστικών έχει 

επιλεγεί κατάλληλα, η αναγνώριση προτύπων µπορεί να είναι εύκολη 

 

 

  

 

Εικόνα 31. Χαρακτηριστικό χώρος αναπαράστασης 

Στην τεχνική kernel, θα δούµε ότι, όταν w, b λαµβάνονται, το πρόβληµα λύνεται µε ένα απλό 

γραµµικό σενάριο στο οποίο τα δεδοµένα χωρίζονται από ένα 

υπερεπίπεδο. Το τέχνασµα επιτρέπει στη SVM να έχει µη γραµµικά όρια. Τα βήµατα που 

εµπλέκονται στο τέχνασµα του kernel δίνονται παρακάτω. 

  Ο αλγόριθµος εκφράζεται χρησιµοποιώντας µόνο τα εσωτερικά γινόµενα των συνόλων 

των δεδοµένων. Αυτό καλείται επίσης και ως διπλό πρόβληµα. 

 

 Τα αυθεντικά στοιχεία περνάνε από µη γραµµικούς χάρτες για να σχηµατίσουν νέα 

δεδοµένα όσον αφορά τις νέες διαστάσεις µε την προσθήκη ενός ζεύγους προϊόντων. 

 

( ) ( ) ( )212121 , xxxxKxx Φ⋅Φ=←⋅
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  Αντί για ένα εσωτερικό προϊόν αποθηκεύονται σε πίνακες και στη συνέχεια σε πίνακες 

αναζήτησης, όπου µπορούν να αντιπροσωπευθούν από dot βαθµωτά προϊόντα των 

δεδοµένων και µετά να γίνει η µη γραµµική  χαρτογράφηση τους. Αυτή είναι η 

λειτουργία του πυρήνα (kernel function).  

 

Kernal Τέχνασµα: ∆ιπλό πρόβληµα 

 

Πρώτα µετατρέπουµε το πρόβληµα µε βελτιστοποίηση στη διπλή µορφή µε την 

οποία προσπαθούµε να εξαλείψουµε το w, και η Lagrangian είναι πλέον η συνάρτηση της iλ . Για 

την επίλυση του προβλήµατος θα πρέπει να µεγιστοποιηθεί η LD σε σχέση µε την iλ . Η 

διπλή µορφή απλοποιεί τη βελτιστοποίηση και βλέπουµε ότι το µεγαλύτερο επίτευγµα είναι 

το βαθµωτό dot προϊόν που προέρχεται από αυτό. 

 

 

Kernal Τέχνασµα: περίληψη Εσωτερικού γινοµένου 

 Εδώ βλέπουµε ότι πρέπει να εκπροσωπήσουµε το βαθµωτό dot προϊόν των χρησιµοποιούµενων 

φορέων των δεδοµένων. Το βαθµωτό dot προϊόν των µη γραµµικά χαρτογραφηµένων 

στοιχείων µπορεί να είναι «ακριβό». Το τέχνασµα kernel παίρνει µόνο µια 

κατάλληλη λειτουργία, η οποία αντιστοιχεί σε βαθµωτά dot προϊόντα κάποιων µη γραµµικών 

χαρτογραφήσεων. Μερικές από τις πιο συχνές επιλεγόµενες λειτουργίες του πυρήνα, είναι οι 

ακόλουθες . Ένας ιδιαίτερος πυρήνας επιλέγεται από µια δοκιµή και από το σφάλµα στο 

σύνολο δοκιµής. Η επιλογή του σωστού πυρήνα µε βάση το πρόβληµα ή την 

εφαρµογή θα βελτιώσει την απόδοση της SVM. 

Συναρτήσεις kernel 

 

Η ιδέα της λειτουργίας του πυρήνα είναι να ενεργοποιήσει τις  λειτουργίες που πρέπει να 

εκτελεστούν στο χώρο εισόδου, αντί των δυνητικά υψηλών διαστάσεων του χώρου των 

χαρακτηριστικών. Εξ’ ου και το εσωτερικό προϊόν δεν πρέπει να αξιολογηθεί στο χώρο των 

χαρακτηριστικών. 

Θέλουµε η λειτουργία να εκτελέσει τη χαρτογράφηση των χαρακτηριστικών του 

χώρου εισόδου στο χώρο των χαρακτηριστικών. 

Η λειτουργία του πυρήνα παίζει έναν κρίσιµο ρόλο στην SVM και στην απόδοσή 

της. Βασίζεται στην αναπαραγωγή των  Kernel Χώρων Hilbert . 

( , ') ( ), ( ')K x x x xϕ ϕ=  

όπου Κ είναι µια συµµετρική θετικά ορισµένη λειτουργία, µε βάση τις προϋποθέσεις  Mercer 
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Στη συνέχεια, ο πυρήνας αποτελεί θεµιτό εσωτερικό γινόµενο στο χώρο των 

χαρακτηριστικών. Το σύνολο εκπαίδευσης δεν είναι γραµµικά διαχωρίσιµο στο χώρο εισόδου.  

Το σύνολο εκπαίδευσης είναι γραµµικά διαχωρίσιµο στο χώρο των χαρακτηριστικών. Αυτό 

ονοµάζεται «τέχνασµα πυρήνα» (“kernel trick”). 

 

Οι διάφορες λειτουργίες του πυρήνα αναφέρονται παρακάτω:  

 Πολυωνυµική :  

Η χαρτογράφηση πολυωνύµου είναι µια δηµοφιλής µέθοδος για τη 

µη γραµµική µοντελοποίηση. Ο δεύτερος πυρήνας είναι συνήθως προτιµότερος καθώς 

αποφεύγει τα προβλήµατα µε τη hessian ώστε να µη µηδενιστεί ( . 

( , ') , '

( , ') ( , ' 1)

d

d

K x x x x

K x x x x

=

= +
 

 

 Gaussian Radial Λειτουργία Βάσης: 

2

2

'
( , ') exp( )

2

x x
K x x

σ

−
= −  

 

 Η Εκθετική Radial Λειτουργία Βάσης: 

Μια ακτινική συνάρτηση βάσης παράγει µια τµηµατικά γραµµική λύση, η οποία µπορεί 

να είναι ελκυστική όταν οι ασυνέχειες είναι αποδεκτές. 

 

2

'
( , ') exp( )

2

x x
K x x

σ

−
= −  

 

  Multi-Layer Perceptron:  

Η µακρά καθιερωµένη MLP, µε ένα µόνο κρυφό επίπεδο, έχει επίσης µια 

έγκυρη αναπαράσταση του πυρήνα. 

 

( , ') tanh( , ' )K x x x xρ ρ= +  
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Υπάρχουν πολλοί περισσότερες συµπεριλαµβανοµένων Fourier, splines, B 

splines,πυρήνες πρόσθετης ύλης και ο τανυστής των προϊόντων. 

6.6. Μέθοδοι για Cross-validation 

 

Το cross-validation είναι µια τεχνική η οποία ελέγχει τον τρόπο που θα χρησιµοποιηθούν τα 

δεδοµένα σε µια στατιστική ανάλυση. Χρησιµοποιείται σε περιπτώσεις όπου στόχος είναι η 

πρόβλεψη, και επιχειρείται να βρεθεί πόσο ακριβή είναι τα αποτελέσµατα. Έτσι ένα σύνολο 

δεδοµένων χωρίζεται σε δύο ή περισσότερα υποσύνολα, χρησιµοποιώντας το ένα υποσύνολο για 

την εκπαίδευση του αλγορίθµου (training dataset) και το άλλο για την αξιολόγηση του (testing 

dataset). Για πιο ασφαλή αποτελέσµατα, γίνονται πολλές επαναλήψεις του cross-validation 

χρησιµοποιώντας διαφορετικά υποσύνολα κάθε φορά, και βγαίνει ο µέσος όρος από όλες τις 

επαναλήψεις. Οι πιο κοινές µέθοδοι για cross-validation είναι οι εξής: 

 

• K-fold cross-validation: Σε αυτή τη µέθοδο το αρχικό σύνολο δεδοµένων χωρίζεται σε k 

υποσύνολα. Από τα k υποσύνολα ένα χρησιµοποιείται για επαλήθευση (test dataset) και τα 

υπόλοιπα (k-1) υποσύνολα χρησιµοποιούνται για την εκπαίδευση (training data). Η διαδικασία 

αυτή επαναλαµβάνεται k φορές (όσες και τα folds), όπου κάθε ένα από τα k υποσύνολα 

χρησιµοποιείται µία φορά σαν δεδοµένο επαλήθευσης. Το µεγαλύτερο πλεονέκτηµα αυτής της 

µεθόδου είναι ότι όλα τα αντικείµενα του συνόλου δεδοµένων χρησιµοποιούνται και για 

εκπαίδευση αλλά και για επαλήθευση. 

 

• 2-fold cross-validation: Αυτή είναι η απλούστερη µορφή του k-fold cross validation και όπως 

λέει ο τίτλος το σύνολο δεδοµένων χωρίζεται σε δύο υποσύνολα. Κάθε fold λαµβάνει 

αντικείµενα µε τυχαίο τρόπο ώστε και τα δύο folds να έχουν ίδιο αριθµό αντικειµένων. Έπειτα το 

ένα από τα δύο χρησιµοποιείται για εκπαίδευση και το άλλο για επαλήθευση. 

 

• Leave-one-out cross-validation: Όπως δηλώνει και το όνοµα η µέθοδος leave one- 

out cross-validation (LOOCV), χρησιµοποιεί ένα µόνο αντικείµενο από το αρχικό σύνολο 

δεδοµένων για επαλήθευση και όλα τα υπόλοιπα αντικείµενα χρησιµοποιούνται για εκπαίδευση. 

Αυτή η διαδικασία επαναλαµβάνεται µέχρι να χρησιµοποιηθούν όλα τα αντικείµενα από µία 

τουλάχιστον φορά για επαλήθευση. Η διαδικασία είναι ίδια µε αυτή του K-fold cross-validation, 

απλά στην προκειµένη περίπτωση ο αριθµός Κ (folds) είναι ίσος µε τον αριθµό των 

αντικειµένων. Η µέθοδος leave-one-out συνήθως δίνει τα καλύτερα αποτελέσµατα, αλλά έχει 

µεγάλο κόστος σε υπολογιστική ισχύ λόγω των πολλών επαναλήψεων που απαιτούνται για την 

ολοκλήρωση της εκπαίδευσης. 

 

6.7. Sensitivity και specificity 

 

Τα µέτρα sensitivity (ευαισθησία) και specificity (ειδικότητα) είναι στατιστικά µέτρα απόδοσης-

αξιολόγησης µιας µεθόδου δυαδικής κατηγοριοποίησης. Τα αποτελέσµατα που λαµβάνουµε 

χωρίζονται σε τέσσερις κατηγορίες: 

 

1. True positives: Θετικοί (+1) οι οποίοι επαληθεύτηκαν σωστά. 
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2. False positives: Αρνητικοί (-1) οι οποίοι επαληθεύτηκαν λανθασµένα ως θετικοί. 

3. True negatives: Αρνητικοί (-1) οι οποίοι επαληθεύτηκαν σωστά. 

4. False negatives: Θετικοί (+1) οι οποίοι επαληθεύτηκαν λανθασµένα ως αρνητικοί. 

 

 

Sensitivity 

 

Ο όρος sensitivity ορίζεται ως εξής: 

 
 

Specificity 

 

Ο όρος specificity ορίζεται ως εξής: 
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7. Ανάλυση δεδοµένων και εξαγωγή Αποτελεσµάτων 

 

 

Θα αναλύσουµε τα περιεχόµενα και τη δοµή του συνόλου δεδοµένων, τον τρόπο χειρισµού τους, 

την εξαγωγή, την ανάλυση και την επεξήγηση των αποτελεσµάτων του κώδικα. Για την 

εκπόνηση της εργασίας και την εξαγωγή αποτελεσµάτων χρησιµοποιήθηκε περιβάλλον 

MATLAB σε συνδυασµό µε το LIBSVM toolbox. 

7.1. Περιεχόµενα των συνόλων δεδοµένων 

 

Τα σύνολα δεδοµένων που χρησιµοποιήσαµε αποτελούνται από µετρήσεις 13 σηµάτων, σε 4 

διαφορετικές κυτταροσειρές. Τα σήµατα που χρησιµοποιήσαµε για την εκπαίδευση των SVM, 

προέρχονται από δοκιµή 7 διαφορετικών φαρµάκων, το αποτέλεσµα των οποίων είναι γνωστό. 

 

Οι τέσσερις κυτταροσειρές από τις οποίες έχουµε λάβει µετρήσεις είναι οι εξής: 

 

 Human hepatoma Hep3B cell line 

 

 Human hepatoma Hepg2 cell line 

 

 Human hepatoma Huh7 cell line 

 

 Mhc cell line 

 

Σε αυτές τις κυτταροσειρές χορηγήθηκαν τα εξής φάρµακα τα αποτελέσµατα των 

οποίων είναι γνωστά, και φαίνονται παρακάτω: 

 

 Sunitinib: pass (label: +1) 

 

 Sorafenib: pass (label: +1) 

 

 Lapatinib: fail (label: -1) 

 

 Gefitinib: fail (label: -1) 

 

 Erlotenib: pass (label:+1) 

 

 Bortezomib: fail (label:-1) 

 

 DMSO: fail (label: -1) 

 

 

Μετά τη χορήγηση των φαρµάκων, τα σήµατα που µετρήθηκαν στα κύτταρα είναι τα 

εξής: 
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 AKT 

 CREB 

 ERK12 

 HSP27 

 ikb 

 IRB 

 IRS1 

 JNK 

 MEK1 

 P38 

 P70S6 

 cmet 

 igfr 

 

7.2. Χειρισµός των συνόλων δεδοµένων από τον κώδικα 

 

Τα dataset χρησιµοποιήθηκαν µε δύο διαφορετικούς τρόπους: 

 

 Integrated dataset: περιέχει δεδοµένα από τη δοκιµή φαρµάκων σε όλες τις 

κυτταροσειρές, και τα folds διαιρέθηκαν ανά φάρµακο. Τα folds χωρίστηκαν ανά 

φάρµακο, άρα κάθε fold περιέχει 4 γραµµές µε δεδοµένα, µε το ίδιο φάρµακο αλλά διαφορετική 

κυτταροσειρά σε κάθε γραµµή των δεδοµένων. Συνεπώς έχουµε 7 διαφορετικά folds. Σε κάθε 

τρέξιµο χρησιµοποιήσαµε 6 folds για εκπαίδευση (train dataset) και ένα για επαλήθευση (test 

dataset), όπου µετά από 7 loops του κώδικα όλα τα fold χρησιµοποιήθηκαν ακριβώς µία φορά για 

επαλήθευση. 

 

 Ξεχωριστά datasets για κάθε κυτταροσειρά: Με αυτά τα dataset κάθε 

κυτταροσειρά εξετάστηκε µόνη της. Κάθε µία από τις 7 γραµµές του dataset αντιπροσωπεύει 

µετρήσεις από κάθε φάρµακο. Όπως και στο integrated dataset έχουµε 7 folds, µε τη διαφορά ότι 

κάθε fold περιέχει µία µόνο γραµµή και αντιπροσωπεύει τις µετρήσεις από τη χορήγηση ενός 

φαρµάκου στην εξεταζόµενη κυτταροσειρά. Κατά την εκτέλεση ο κώδικας έχει την ιδιότητα να 

δοκιµάζει χρησιµοποιώντας όλα τα σήµατα του συνόλου δεδοµένων αλλά και µερικό σύνολο 

αυτών. Επαναληπτικά αφαιρείται κάθε φορά µία στήλη, η οποία περιέχει τις µετρήσεις ενός 

σήµατος, και µετά προκύπτουν δύο διαφορετικά σύνολα δεδοµένων. Το ένα περιέχει µόνο τη 

στήλη που αφαιρέθηκε και το άλλο όλες τις υπόλοιπες στήλες . Αυτό γίνεται για τους εξής 

λόγους: 

 

 Για να δούµε πόσο σωστά γίνεται και αν επηρεάζεται η επαλήθευση όταν ένα 

σήµα αφαιρεθεί από τα δεδοµένα 

 Για να δούµε πόσο σωστά µπορεί να επαληθεύσει το µοντέλο µε ένα µόνο σήµα. 
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7.3. Επιλογή dataset και εξαγωγή αποτελεσµάτων 

 

Για να επιδιώξουµε τα καλύτερα δυνατά αποτελέσµατα χρησιµοποιώντας τα παραπάνω 

δεδοµένα, χρησιµοποιήθηκαν 5 datasets, τα οποία προέκυψαν από διαφορετικό τρόπο 

κανονικοποίησης του αρχικού dataset, και στη συνέχεια δοκιµάστηκαν και συγκρίθηκαν 

ώστε να διαλέξουµε ένα µε το οποίο θα συνεχίσουµε τις δοκιµές. Τα datasets είναι τα εξής: 

 

 Bool_0_45 

 Bool_0_60 

 Relmax 

 Relmax_diff 

 Relmax_collapse_timepoints 

 

Στους πίνακες των αποτελεσµάτων εµφανίζεται στις γραµµές η κυτταροσειρά µαζί µε το 

φάρµακο που έχει χορηγηθεί, ενώ στις στήλες εµφανίζονται το σήµα ή τα σήµατα για τα οποία 

γίνεται η κατηγοριοποίηση. 

7.4. Παρουσίαση πινάκων αποτελεσµάτων και περιεχόµενα 

 

Ο χρωµατικός διαχωρισµός στους πίνακες δείχνει τα αποτελέσµατα της επαλήθευσης: 

 

 Πράσινο: Σωστή επαλήθευση (true negative ή true positive) 

 Κόκκινο: λανθασµένη επαλήθευση (false negative ή false positive) 

  

Κάτω από κάθε πίνακα αναρτώνται χρήσιµα δεδοµένα σχετικά µε το kernel που 

χρησιµοποιήθηκε, την ακρίβεια, το sensitivity και το specificity της κατηγοριοποίησης. 

 

Η διευκρίνιση των παραµέτρων είναι της µορφής “t/d/g” όπου: 

 

 t: ο τύπος kernel που χρησιµοποιήθηκε (0: linear, 1: polynomial, 2: Gaussian rbf) 

 d: Ο βαθµός του πολυωνύµου 

 g: το gamma variation 

 

 

 

Οι πίνακες που θα συναντήσουµε παρακάτω είναι οι εξής: 

 

 Πίνακας 1: Σύγκριση των 5 διαφορετικών dataset 

 Πίνακες 2 - 6: Επαλήθευση δεδοµένων σε integrated dataset αλλά και κάθε 

 κυτταροσειρά µόνη της µε τη µέθοδο one-only. 

 Πίνακες 7 - 11: Επαλήθευση δεδοµένων σε integrated dataset αλλά και κάθε 

 κυτταροσειρά µόνη της µε τη µέθοδο one-only. 
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7.5. Πίνακες αποτελεσµάτων εκπαίδευσης  

 

 
 

Πίνακας 1. Σύγκριση των 5 διαφορετικών integrated datasets και επιλογή ενός από αυτά 

για χρήση στον στον κώδικα. 
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Πίνακας 2. Αποτελέσµατα κατηγοριοποίησης µε integrated dataset, χρησιµοποιώντας όλες 

τις κυτταροσειρές και τη µέθοδο one-only, όπου τα folds χωρίστηκαν κατά φάρµακο. 
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Πίνακας 3. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά Hep3B και τη µέθοδο one-only, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 

 

Πίνακας 4. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά HepG2 και τη µέθοδο one-only, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 
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Πίνακας 5. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά huh7 και τη µέθοδο one-only, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 

 

Πίνακας 6. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά mhc και τη µέθοδο one-only, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 
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Πίνακας 7. Αποτελέσµατα κατηγοριοποίησης µε integrated dataset χρησιµοποιώντας όλες 

της κυτταροσειρές και τη µέθοδο one-out, όπου τα folds χωρίστηκαν κατά φάρµακο. 
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Πίνακας 8. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά Hep3B και τη µέθοδο one-out, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 

 

Πίνακας 9. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά HepG2 και τη µέθοδο one-out, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 
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Πίνακας 10. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά huh7 και τη µέθοδο one-out, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 

 

Πίνακας 11. Αποτελέσµατα κατηγοριοποίησης χρησιµοποιώντας δεδοµένα από την 

κυτταροσειρά mhc και τη µέθοδο one-out, µετά από δοκιµή όλων των παραµέτρων και 

εύρεση των βέλτιστων. 
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8. Τεχνικές εξόρυξης πληροφορίας  

 

8.1 ROC Καµπύλες-AUC 

8.1.1 ROC γραφήµατα 

 

Ένα γράφηµα ROC είναι µια τεχνική για την οπτικοποίηση, οργάνωση και ταξινόµηση µε βάση 

την απόδοση των δεδοµένων. Τα ROC γραφήµατα εδώ και καιρό έχουν χρησιµοποιηθεί στη 

θεωρία ανίχνευσης σηµάτων για να περιγράψουν την σχέση µεταξύ των συντελεστών 

και ποσοστών εσφαλµένων συναγερµών ή ταξινοµητές. Η ROC ανάλυση έχει 

εκτεταµένη χρήση στην απεικόνιση και στην ανάλυση της συµπεριφοράς των 

διαγνωστικών συστηµάτων. Η ιατρική κοινότητα στη λήψη αποφάσεων έχει εκτεταµένη 

βιβλιογραφία σχετικά µε τη χρήση των γραφηµάτων ROC για τις διαγνωστικές δοκιµές. 

Ένας από τους πρώτους που υιοθέτησαν τα ROC γραφήµατα στη µηχανική µάθηση 

ήταν Spackman (1989), ο οποίος απέδειξε την αξία των καµπύλων ROC για την 

αξιολόγηση και σύγκριση αλγορίθµων. Τα τελευταία χρόνια παρατηρείται µια αύξηση στη 

χρήση των γραφηµάτων ROC στην κοινότητα της µηχανικής µάθησης. Εκτός του ότι 

είναι µία χρήσιµη µέθοδος γενικά στην απόδοση γραφηµάτων, έχει και ιδιότητες που την 

καθιστούν ιδιαίτερα χρήσιµη για τους τοµείς µε ασύµµετρη κατανοµή τάξης και στην άνιση   

κατανοµή σφάλµατος. Αυτά τα χαρακτηριστικά τωνROC διαγραµµάτων έχουν γίνει όλο και 

πιο σηµαντικά, καθώς η έρευνα συνεχίζεται σε περιοχές µάθησης που έχουν  ευαίσθητο 

κόστος και στην µάθηση µε την παρουσία µιας µη ισορροπηµένης τάξης. 

Τα τελευταία χρόνια έχουν συντελέσει σηµαντικά στην ανάπτυξη της Στατιστικής Θεωρίας µε 

εφαρµογές κυρίως στη µη-παραµετρική στατιστική, τα λεγόµενα U-statistics, τους ελέγχους 

καλής προσαρµογής, τα γενικευµένα γραµµικά µοντέλα, τους τυχαίους περίπατους και την 

ανάλυση επιβίωσης. Η χρήση τους αφορά κυρίως την εκτίµηση της ποιότητας διαγνωστικών 

εργαλείων, τη σύγκριση µεταξύ τους, τη βέλτιστη επιλογή µοντέλων, τον ποιοτικό έλεγχο, τη 

σύγκριση αλγορίθµων µηχανικής µάθησης, την επιλογή βέλτιστων σηµείων απόφασης και τη 

θεωρία αποφάσεων. 

Η βιβλιογραφία που σχετίζεται µε την εξόρυξη δεδοµένων και τη µηχανική µάθηση 

περιλαµβάνει µια συνοπτική µόνο περιγραφή της µεθόδου των ROC καµπύλων µε αποτέλεσµα 

να ανακύπτουν δυσκολίες και πολυπλοκότητες κατά την ερευνητική διαδικασία καθώς και 

παρανοήσεις όταν χρησιµοποιούνται στην πράξη. Ωστόσο στατιστικά πακέτα όπως το SAS, το 

STATA και το SPSS έχουν έτοιµες ρουτίνες ανάλυσης καµπύλων ενώ στο δίκτυο αλλά και στη 

βιβλιογραφία υπάρχουν δηµοσιευµένες συναρτήσεις για τα πακέτα S-plus, Matlab και 

Mathematica. 

Κυκλοφορούν επίσης και εξειδικευµένα λογισµικά ανάλυσης καµπύλων ROC µε δηµοφιλέστερο 

αυτό του τµήµατος Ραδιολογίας του Πανεπιστηµίου του Chicago, που είναι διαθέσιµο µέσω 

δικτύου (www-radiology.uchicago.edu/krl/toppagell.htm). Οι κυριότερες σειρές που αποτελούν 

το επιστηµονικό forum ανάπτυξης της θεωρίας των καµπύλων ROC είναι οι: ‘Statistics in 

Medicine’, ‘Biometrics’, ‘Biometrica’, ‘Medical Decision Making’ και ‘Academic Radiology’, 
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ενώ κλασσικά εγχειρίδια είναι των Green, Swets (1974), Egan (1975) και Swets, Pickett (1982). 

Σηµειώνουµε εδώ ότι οι καµπύλες ROC µελετώνται διεξοδικά από τη σκοπιά της διαγνωστικής 

Ιατρικής σε βιβλίο που εκδόθηκε µόλις τον Αύγουστο του 2002 (Zhou et al 2002). 
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8.1.2 Ταξινόµηση απόδοσης 

 

Αρχίζουµε µε την εξέταση των προβληµάτων χρησιµοποιώντας µόνο δύο κατηγορίες. Τυπικά, 

κάθε περίπτωση Ι θα αντιστοιχίζεται σε ένα στοιχείο του συνόλου { },p n των θετικών και 

αρνητικών κατηγοριών. Ένα µοντέλο κατάταξης (ταξινόµησης), είναι µια χαρτογράφηση από τις 

περιπτώσεις στις προβλεπόµενες κατηγορίες. Για να γίνει διάκριση µεταξύ της πραγµατικής τάξη 
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και της προβλεπόµενης τάξης χρησιµοποιούµε την ετικέτα { },Y N για τις προβλέψεις που 

παράγονται από ένα µοντέλο. 

 ∆εδοµένου ενός ταξινοµητή και ενός παραδείγµατος, υπάρχουν τέσσερα πιθανά αποτελέσµατα. 

Αν η περίπτωση είναι θετική και είναι ταξινοµηµένη ως θετική, υπολογίζεται ως µια αληθώς 

θετική, εφόσον έχει ταξινοµηθεί ως αρνητική, αυτό υπολογίζεται ως ψευδώς αρνητική. Αν η 

περίπτωση είναι αρνητική και έχει ταξινοµηθεί ως αρνητική, αυτή υπολογίζεται ως ένα αληθώς 

αρνητική, εφόσον έχει ταξινοµηθεί ως θετική, προσµετρείται ως ψευδώς θετική. ∆εδοµένου ενός 

ταξινοµητή και µια σειρά από περιπτώσεις (το σύνολο δοκιµής), ένας 2x2 πίνακας 

(ονοµάζεται επίσης πίνακας συνάφειας) µπορεί να κατασκευαστεί αντιπροσωπεύοντας τις 

διατάξεις του συνόλου των περιπτώσεων. Αυτή η µήτρα αποτελεί τη βάση για πολλές µετρήσεις. 

Οι αριθµοί κατά µήκος των κυρίων διαγωνίων αντιπροσωπεύουν τις σωστές αποφάσεις, και οι 

αριθµοί εκτός της διαγωνίου αντιπροσωπεύουν τα λάθη -τη σύγχυση- µεταξύ των διαφόρων 

κατηγοριών. Το Αληθώς Θετικό ποσοστό (True Positive rate)  (ονοµάζεται επίσης ποσοστό 

επιτυχίας και ανάκληση) ενός ταξινοµητή υπολογίζεται ως εξής: 

αληθώς θετικά 
TP rate  

σύνολο θετικών
≈  

Το ψευδώς θετικό ποσοστό (False Positive rate) ενός ταξινοµητή είναι:  
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Επιπλέον όροι σχετιζόµενοι µε καµπύλες ROC: 
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( )PPV Positive predictivevalue ίκρ βεια= Α  

8.1.3 Τυχαία απόδοση 

 

Η διαγώνια γραµµή y = x αντιπροσωπεύει τη στρατηγική της τυχαίας υπόθεσης  µιας τάξης. 

Έτσι, µια τυχαία κατάταξη θα παράγει ένα σηµείο ROC το οποίο µετακινείται εµπρός και πίσω 

στη διαγώνιο µε βάση τη συχνότητα µε την οποία εικάζει τη θετική τάξη. Για να ξεφύγουµε από 

τη διαγώνιο στο άνω τριγωνική περιοχή, η ταξινόµηση πρέπει να εκµεταλλευτεί κάποιες 

πληροφορίες όσον αφορά τα δεδοµένα. Στην εικόνα παρακάτω η απόδοση του C είναι σχεδόν 

τυχαία. Στο (0.7, 0.7), το C µπορεί να ειπωθεί ότι εικάζει το 70% του χρόνου, την θετική 

ταξινόµηση.  
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Εικόνα 32.Classifiers TP-FP 

Κάθε ταξινοµητής που εµφανίζεται στο κάτω δεξιό τρίγωνο εκτελεί δυσµενέστερα από ό, τι η 

τυχαία εικασία. Αυτό το τρίγωνο είναι ως εκ τούτου συνήθως άδειο στα ROC γραφήµατα. 

Ωστόσο, σηµειώστε ότι ο χώρος απόφασης είναι συµµετρικός σχετικά µε τη διαγώνιο 

 

Εικόνα 33.Η  ROC καµπύλη δηµιουργήθηκε από ένα σύνολο ορίων ελέγχου. 

 Ο πίνακας στα δεξιά δείχνει είκοσι δεδοµένα και το σκορ ανατεθεί σε κάθε ένα τη βαθµολόγηση. 

Το γράφηµα στα αριστερά δείχνει την αντίστοιχη καµπύλη ROC µε κάθε σηµείο χαρακτηρισµένο 

από το όριο που το παράγει. 

που χωρίζει τα δύο τρίγωνα. Αν αντιστρέψετε µια ταξινόµηση δηλαδή, η αντίστροφη της 

ταξινόµησης των αποφάσεων σε κάθε περίπτωση, οι αληθώς θετικά ταξινοµήσεις γίνονται 

ψευδώς θετικά λάθη και ψευδώς θετικά γίνονται αληθώς θετικά. Ως εκ τούτου, οποιαδήποτε 

ταξινόµηση που παράγει ένα σηµείο στο κάτω δεξιά τρίγωνο µπορεί να εξαλειφθεί για να 
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παραχθεί ένα σηµείο στο επάνω αριστερό τρίγωνο. Στο παραπάνω σχήµα, το Ε εκτελεί πολύ 

χειρότερα από ό, τι το τυχαίο, και είναι στην πραγµατικότητα η άρνηση του Α.  

8.1.4 Η περιοχή κάτω από την ROC καµπύλη (AUC) 

 

Η καµπύλη ROC είναι µια δισδιάστατη απεικόνιση της απόδοσης της ταξινόµησης. Για να 

συγκρίνουµε τους ταξινοµητές µπορεί να χρειαστεί να µειώσουµε την απόδοση ROC σε µία 

ενιαία βαθµωτή αξία που αντιπροσωπεύει την αναµενόµενη απόδοση. Μια κοινή µέθοδος είναι 

να υπολογίσουµε το εµβαδόν κάτω από την καµπύλη ROC, η συντοµογραφία της είναι AUC 

(Bradley, 1997, Hanley & McNeil, 1982). Εφόσον η AUC είναι µέρος της περιοχής της µονάδας, 

η αξία του θα είναι πάντα µεταξύ 0 και 1,0. Ωστόσο, επειδή τυχαία εικασία παράγει τη διαγώνια 

γραµµή µεταξύ (0, 0) και (1, 1), η οποία έχει έκταση 0,5, κανένας ρεαλιστικός ταξινοµητής δεν 

θα πρέπει να έχει AUC λιγότερο από 0,5. 

Η AUC έχει µια σηµαντική στατιστική ιδιότητα: η AUC ενός ταξινοµητή είναι ισοδύναµη µε την 

πιθανότητα που ο ταξινοµητής θα ταξινοµήσει ένα τυχαίο επιλεγµένο θετικό παράδειγµα 

υψηλότερο από ένα τυχαία επιλεγµένο αρνητικό παράδειγµα. Αυτό είναι ισοδύναµο µε τη δοκιµή 

Wilcoxon των βαθµίδων (Hanley & McNeil, 1982). Η AUC είναι επίσης στενά συνδεδεµένη µε 

το δείκτη Gini (Breiman, Friedman, Olshen, & Stone, 1984), ο οποίος είναι διπλάσιος από το 

χώρο ανάµεσα στην διαγώνιο και στην καµπύλη ROC. Ο Hand και Till (2001) επισηµαίνουν ότι 

Gini + 1 = 2 x AUC. 

Η παρακάτω εικόνα δείχνει τις περιοχές κάτω από τις δύο ROC καµπύλες, Α και Β. Ο 

ταξινοµητής Β έχει µεγαλύτερη έκταση και συνεπώς καλύτερη µέση απόδοση. Επίσης δείχνει την 

περιοχή κάτω από την καµπύλη ενός δυαδικού ταξινοµητή Α και ένα αθροιστικό ταξινοµητή Β. 

Ο ταξινοµητής A αντιπροσωπεύει την απόδοση του Β όταν η Β χρησιµοποιείται µε ένα 

συγκεκριµένο όριο. Αν και η απόδοση και των δύο είναι ίση σε συγκεκριµένο σηµείο (Β όριο), οι 

επιδόσεις του Β είναι κατώτερες του Α σε περαιτέρω από αυτό το σηµείο.  

Είναι δυνατόν για ένα υψηλής-AUC ταξινοµητή να έχει χειρότερες επιδόσεις σε µια περιοχή της 

ROC από ένα χαµηλό-AUC ταξινοµητής. AUC µπορεί να υπολογιστεί εύκολα χρησιµοποιώντας 

τον αλγόριθµο 4.  



Μηχανές διανυσματικής υποστήριξης - SVMs  

 

Σελ. 90 από 120 

 

 

 

Εικόνα 34.∆ύο ROC γραφήµατα. 

 Το γράφηµα στα αριστερά δείχνει την περιοχή κάτω από δύο καµπύλες ROC. Το γράφηµα στα 

δεξιά δείχνει την περιοχή κάτω από τις καµπύλες του διακριτού ταξινοµητή Α και του πιθανού 

ταξινοµητή Β. 

 

Αντί της συλλογής ROC σηµείων, ο αλγόριθµος προσθέτει διαδοχικά περιοχές τραπεζοειδών 

στην Περιοχή.  

 

8.2 Εισαγωγή στο πρόβληµα 

 

Πρόκειται για µία βάση δεδοµένων µε 10.333 (n) εγγραφές και 11 επεξηγηµατικές µεταβλητές. 
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Οι 11 αυτές επεξηγηµατικές µεταβλητές που µελετήθηκαν είναι οι εξής : 

1X  Χρόνια (years) 

2X  Νοµός (1-54) 

3X  Γεωγραφικό µήκος (longitude)  

4X  Γεωγραφικό πλάτος (latitude) 

5X  Ένταση (1-12) 

6X  Απόσταση από το σεισµό (km) 

7X  Hyper distance (degrees) 

8X  Αζιµούθιο (degrees) 

9X  Επίκεντρο, στον άξονα x (τεταγµένη) 

10X  Επίκεντρο, στον άξονα y (τετµηµένη) 

11X  Βάθος (0-700 km) 

Y
 

Magnitude (0(<6.5), 1(>6.5)) 

 

 Όπου τις χωρίζουµε αναλόγως σε συνεχείς  (range) και κατηγορικές (ordinal). 

 Συνεχείς (Range) 

1X  Χρόνια (years) 

3X  Γεωγραφικό µήκος (longitude)  

4X  Γεωγραφικό πλάτος (latitude) 

6X  Απόσταση από το σεισµό (km) 

7X  Hyper distance (degrees) 

8X  Αζιµούθιο (degrees) 

9X  Επίκεντρο, στον άξονα x (τεταγµένη) 

10X  Επίκεντρο, στον άξονα y (τετµηµένη) 

11X  Βάθος (0-700 km) 

 

 Κατηγορικές (ordinal) 

2X  Νοµός (1-54) 

5X  Ένταση (1-12) 
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8.2.1 Εφαρµογή Clementine 

 

ΒΗΜΑΤΑ : 

1. Άνοιγµα του προγράµµατος Clementine από το Windows Start menu  

2. Φόρτωση του αρχείου µε τις 10.333 εγγραφές και τις 11 επεξηγηµατικές µεταβλητές . 

3. Τοποθέτηση στο stream canvas ενός type node µε σκοπό να διαβαστούν οι τύποι των  

τιµών των πεδίων. Άρα καθορίζεται ο τύπος των δεδοµένων (type) για κάθε πεδίο και 

επιπρόσθετα καθορίζεται η κατεύθυνση (direction) που επιδεικνύει τον ρόλο που παίζει 

κάθε πεδίο στην µοντελοποίση. 

Πιο αναλυτικά : 

Ο τύπος πληροφορίας για κάθε πεδίο πρέπει να τεθεί πριν τα πεδία χρησιµοποιηθούν στα 

διάφορα modeling nodes. Το Clementine διακρίνει τους εξής τύπους δεδοµένων: 

• Εύρος (range) 

Το  range χρησιµοποιείται για να περιγράψει  συνεχείς αριθµητικές τιµές, ένα σύνολο ή 

µία κλίµακα 0-100 ή 0.75-1.25. ή  Μία τιµή range µπορεί να είναι ακέραιος, πραγµατικός 

αριθµός ή ηµεροµηνία/ώρα. 

• ∆ιακριτοποίηση (discrete)  

Το discrete χρησιµοποιείται για να περιγράψει αλφαριθµητικές τιµές όταν ένας ακριβής 

αριθµός διαφορετικών τιµών είναι άγνωστος (π.χ 1,5,8) 

• ∆ίτιµη παράµετρος-λογική παράµετρος τύπου Boolean (flag) 

Το flag χρησιµοποιείται από δεδοµένα µε δύο µόνο τιµές yes/no ή 0/1 ή 1/2. 

• Σύνολο (set) 

Το set χρησιµοποιείται για να περιγράψει δεδοµένα µε πολλαπλές διακεκριµένες τιµές 

όπου η καθεµιά αντιµετωπίζεται σαν µονάδα ενός συνόλου, ή διακεκριµένες κατηγορίες  

όπως small/medium/large. 

• Ανένταχτος τύπος (typeless) 

Το typeless χρησιµοποιείται για δεδοµένα που δεν εντάσσονται σε καµία πό τις 

παραπάνω κατηγορίες ή για δεδοµένα τύπου set µε πάρα πολλές διακεκριµένες τιµές. Η 

επιλογή του τύπου typeless ορίζεται αυτόµατα το πεδίο του direction se none, δηλαδή το 

πεδίο που δεν µπορεί να χρησιµοποιηθεί σε µοντέλα. 

Τα δεδοµένα εντάσσονται αρχικά σε µία από τις παραπάνω κατηγορίες µε το πού εισέρχονται 

στο σύστηµα. Για παράδειγµα, ο discrete τύπος δίνεται προσωρινά σε κατηγορικές µεταβλητές 

µέχρι να  µπορεί να προσδιορισθεί αν πρόκειται για set ή flag τύπο και ο τύπος range δίνεται σε 

όλες τις αριθµητικές µεταβλητές. 

Η τιµή του direction ενός πεδίου σχετίζεται µόνο µε τη µοντελοποίηση. Υπάρχουν τέσσερις 

δυνατές κατευθύνσεις : 

• IN : το πεδίο χρησιµοποιείται σαν input, δηλαδή είναι µία τιµή που θα βοηθήσει στην 

πρόβλεψη 
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• OUT: το πεδίο χρησιµοποιείται σαν output-στόχος της τεχνικής µοντελοποίησης. 

∆ηλαδή είναι το πεδίο που θα προβλέψουµε. 

• BOTH: το πεδίο επιτρέπεται να είναι και input και output σε κανόνα συσχέτισης 

(association rule). Όλες οι άλλες τεχνικές µοντελοποίησης αγνοούν αυτό το πεδίο. 

NONE: το πεδίο δεν χρησιµοποιείται στην µοντελοποίηση 

Στο δικό µας dialog box του type node οι τύποι των 11 επεξηγηµατικών µεταβλητών ήταν τύπου 

Range. Η απόκριση y =magnitude αποτελεί τον στόχο πρόβλεψης  ,δηλαδή ο στόχος µας στην 

παρούσα µελέτη ορίζεται να είναι  µε άλλα λόγια το µέγεθος (σφοδρότητα) του σεισµού. Η y 

λοιπόν  είναι τύπου Flag εφόσον είναι δίτιµη µε τιµές y=0 (<6.5)και y=1 (>6.5). 

Στην δική µας εφαρµογή όσον αφορά την τιµή του direction έχουµε  direction input για τις 11 

επεξηγηµατικές µεταβλητές που το In δείχνει ότι θα χρησιµοποιηθούν σαν µεταβλητές 

πρόβλεψης και  και direction output για το y=magnitude που το Out δείχνει ότι πρόκειται για το 

πεδίο που θέλεις να προβλέψεις. 

4. Τοποθέτηση στο stream canvas ενός Partition node µε σκοπό να χωριστούν  τα δεδοµένα 

σε δεδοµένα εκπαίδευσης( training set) και δεδοµένα ελέγχου-εξέτασης (test dataset).  

Πιο αναλυτικά : 

 

Σε ένα τυπικό πρόβληµα του data mining, έχουµε ένα σύνολο δεδοµένων εκπαίδευσης (training 

set) στο οποίο γνωρίζουµε την τιµή του αποτελέσµατος και τις τιµές των χαρακτηριστικών που 

µας ενδιαφέρουν, και προσπαθούµε µε βάση αυτά τα δεδοµένα να κατασκευάσουµε ένα µοντέλο 

πρόβλεψης. Το µοντέλο αυτό θα το χρησιµοποιήσουµε στη συνέχεια για να προβλέψουµε το 

αποτέλεσµα νέων συνόλων δεδοµένων εξέτασης (test set), στα οποία σύνολα είναι γνωστές οι 

τιµές των χαρακτηριστικών αλλά δεν είναι γνωστή η τιµή του αποτελέσµατος, δηλαδή η τιµή της 

τάξης. Στην  περίπτωση τώρα  όπου ο αλγόριθµος που εφαρµόζουµε στηρίζεται σε κατασκευή 

και εκτίµηση µοντέλου, τα δεδοµένα διαχωρίζονται σε δύο υποσύνολα: 1) τα δεδοµένα 

εκπαίδευσης(training data) τα οποία χρησιµοποιούνται για την προσαρµογή του µοντέλου και 2) 

τα δεδοµένα ελέγχου (test data) που χρησιµοποιούνται για τον υπολογισµό της γενικευµένης 

τιµής σφάλµατος του τελικά επιλεγµένου µοντέλου. Καθένα από αυτά τα σύνολα θα πρέπει να 

επιλεγεί ανεξάρτητα. Αυτός είναι ένας τρόπος να µεγιστοποιήσουµε τα δεδοµένα που παράγουν 

το µοντέλο µε το οποίο θα ασχοληθούµε στην πραγµατικότητα. Αυτό που είναι σηµαντικό, είναι 

ότι το ποσοστό σφάλµατος δεν καθορίζεται µε βάση κανένα από αυτά τα δεδοµένα. 

Γενικά, µπορούµε να πούµε ότι η ποιότητα του µοντέλου είναι ανάλογη του όγκου των 

διαθέσιµων δεδοµένων, αν και συχνά βαίνει φθίνουσα όταν ο όγκος του συνόλου εκπαίδευσης 

υπερβαίνει κάποιο όριο. Επίσης, και η αξιοπιστία της εκτίµησης του σφάλµατος είναι ανάλογη 

του όγκου των δεδοµένων ελέγχου. Τα προβλήµατα αρχίζουν όταν δεν υπάρχει επαρκής όγκος 

δεδοµένων και εποµένως περιορίζεται το ποσό των δεδοµένων που µπορεί να χρησιµοποιηθεί ως 

σύνολο εκπαίδευσης και σύνολο ελέγχου. Σε τέτοια σύνολα δεδοµένων ένα µέρος των 

δεδοµένων χρησιµοποιείται για τον έλεγχο και το υπόλοιπο για την εκπαίδευση. Αυτή η 

διαδικασία ονοµάζεται διαδικασία παρακράτησης (holdout procedure) και το δίληµµα που 

προκύπτει τώρα είναι πώς διαχωρίσουµε το αρχικό σύνολο έτσι ώστε και τα δύο σύνολα να είναι 

µεγάλα. 
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Είναι δύσκολο να δώσουµε ένα γενικό κανόνα σχετικά µε το πώς επιλέγεται ο αριθµός των 

παρατηρήσεων που καταχωρείται σε καθένα από αυτά τα τρία σύνολα, καθώς εξαρτάται από το 

ποσοστό θορύβου στα δεδοµένα και το µέγεθος του δείγµατος εκπαίδευσης. Μία τυπική διάκριση 

που χρησιµοποιείται είναι το 75% στο σύνολο εκπαίδευσης και από 25% στα σύνολα ελέγχου 

αντίστοιχα. 

 

Εφαρµόζουµε λοιπόν τον παραπάνω διάκριση στις δικές µας 10.333 εγγραφές και 

προκύπτουν: 

� Training set : 75% 10.333 7.749,75≈ × = υποδείγµατα 

� Test set : 25% 10.333 2.583,25≈ × =  υποδείγµατα 

 

5. Τοποθέτηση στο stream canvas ενός Feature selection  node τον οποίο 

συνδέουµε στον Partition node µε σκοπό να επιλεγούν για επίπεδο σηµαντικότητας 

α=0.05 οι σηµαντικές µεταβλητές  

Πιο αναλυτικά : 

Στο δικό µας πρόβληµα  εξόρυξης δεδοµένων, όπως συµβαίνει και στην πλειοψηφία των 

προβληµάτων εξόρυξης δεδοµένων, εµπεριέχονται εκατοντάδες πεδία-µεταβλητές τα οποία είναι 

πιθανόν να χρησιµοποιηθούν µε σκοπό την πρόβλεψη. Σαν αποτέλεσµα, χρειάζεται να ξοδευτεί 

αρκετός χρόνος και προσπάθεια για να εξεταστεί ποια από αυτά τα πεδία πρέπει να 

συµπεριληφθούν στο µοντέλο. Για να µειώσουµε στο ελάχιστο τις  πιθανές επιλογές, ο 

αλγόριθµος της επιλογής των χαρακτηριστικών  (Feature Selection Algorithm) µπορεί να 

χρησιµοποιηθεί για να προσδιορίσει τα πεδία εκείνα τα οποία είναι πιο σηµαντικά για την 

δεδοµένη ανάλυση.  

Η επιλογή χαρακτηριστικών αποτελείται από  τρία βήµατα : 

 

o Screening (κρισάρισµα) 

Σε αυτό το βήµα αποµακρύνονται οι µη σηµαντικές και προβληµατικές µεταβλητές 

πρόβλεψης καθώς και εγγραφές, όπως στην περίπτωση που έχουµε  µεταβλητές µε 

πολλές ελλειπούσες τιµές ή µεταβλητές µε πολύ µεγάλη ή πολύ µικρή διακύµανση για να 

τις καθιστά χρήσιµες. 

 

o Ranking (Στοίχιση )  

Σε αυτό το βήµα ξεχωρίζονται οι εναποµείναντες µεταβλητές πρόβλεψης και 

καθορίζονται ranks βασισµένα στην σηµαντικότητα. 

 

o Επιλογή  

Σε αυτό το βήµα αναγνωρίζεται το υποσύνολο των χαρακτηριστικών που θα 

χρησιµοποιηθεί στα µοντέλα που ακολουθούν κρατώντας  µόνο τις πιο σηµαντικές 

µεταβλητές πρόβλεψης και φιλτράροντας ή αποκλείοντας όλες τις υπόλοιπες. 
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 Τα πλεονεκτήµατα από την επιλογή χαρακτηριστικών είναι ότι η διαδικασία της µοντελοποίησης 

απλοποιείται και φυσικά γίνεται ταχύτερη. Μειώνοντας τον αριθµό των πεδίων που 

χρησιµοποιούνται στο µοντέλο µειώνεται ο χρόνος αξιολόγησης του µοντέλου και  επιπρόσθετα 

αποκτούµε απλούστερα, ακριβέστερα µοντέλα τα οποία µπορούν πολύ πιο  εύκολα να εξηγηθούν 

. 

 

Model tab-Options tab 

 

Στον κόµβο της επιλογής χαρακτηριστικών υπάρχει ένα model tab το οποίο περιλαµβάνει  

βασικές επιλογές για το µοντέλο καθώς και ρυθµίσεις που επιτρέπουν την εύρεση κριτηρίων για 

το κρισάρισµα των µεταβλητών πρόβλεψης.  

 

Model tab 

 
 

Model name : (auto)  το όνοµα του µοντέλου παράγεται αυτόµατα. 

Use partitioned data : ( ν) το τικάρουµε διότι αυτή η επιλογή µας εξασφαλίζει οτί τα δεδοµένα 

µόνο από το το training set χρησιµοποιούντα για την κατασκευή του µοντέλου.  

Τα πεδία κρισάρονται µε την βοήθεια των παρακάτω κτριτηρίων : 

• Μέγιστο ποσοστό ελλειπουσών τιµών  

Κρισάρει τα πεδία µε µεγάλο αριθµό ελλειπουσών τιµών που  προσφέρουν ελάχιστη 

πληροφορία πρόβλεψης 

• Μέγιστο ποσοστό εγγγραφών σε µια απλή κατηγορία  

Κρισάρει  τα πεδία τα οποία έχουν πάρα πολλές εγγραφές να ανήκουν στην ίδια 

κατηγορία 

• Μέγιστος αριθµός των κατηγοριών ως ποσοστό των εγγραφών 
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Κρισάρει τα πεδία µε πολλές κατηγορίες συγκριτικά  µε τον συνολικό αριθµό των 

εγγραφών δηλαδή εάν ένα µεγάλο ποσοστό των κατηγοριών περιέχει µόνο µία 

περίπτωση, το πεδίο δεν µπορεί παρά να χρησιµοποιηθεί ελάχιστα. 

• Ελάχιστος συντελεστής διακύµανσης  

Κρισάρει τα πεδία µε συντελεστή βάρους µικρότερο ή ίσο από το  καθορισµένο ελάχιστο 

όριο. Εάν η τιµή είναι κοντά στο 0 , δεν υπάρχει µεγάλη µεταβλητότητα στις τιµές της 

µεταβλητής. 

• Ελάχιστη τυπική απόκλιση 

Κρισάρει τα πεδία µε τυπική απόκλιση µικρότερη ή ίση από το  καθορισµένο ελάχιστο 

όριο. 

Οι εγγραφές οι οποίες έχουν  ελλειπούσες τιµές για το πεδίο στόχου ή ελλειπούσες τιµές για όλες 

τις µεταβλητές πρόβλεψης , αποκλείονται αυτόµατα από όλους τους υπολογισµούς µέσα στο 

rankings. 

 

Στον κόµβο της επιλογής χαρακτηριστικών υπάρχει ένα options tab το οποίo σου επιτρέπει να 

καθορίσεις τις default (εξ’ορισµού) ρυθµίσεις για την επιλογή ή τον αποκλεισµό των πεδίων 

πρόβλεψης του µοντέλου. 

Σε αυτό το βήµα θεωρείται µία µεταβλητή πρόβλεψης την φορά για να εξεταστεί πόσο καλά κάθε 

µεταβλητή πρόβλεψης ξεχωριστά προβλέπει την µεταβλητή στόχο. Οι µεταβλητές πρόβλεψης 

ιεραρχούνται σύµφωνα µε το κριτήριο που καθορίζεται από τον πειραµατιστή. 

Η τιµή σηµαντικότητας κάθε µεταβλητής ή διαφορετικά ένα µέτρο το οποίο χρησιµοποιείται για 

να βάλει σε σειρά τα πεδία ή τα αποτελέσµατα σε ποσοστιαία κλίµακα ορίζεται ως (1 )p−  όπου 

p είναι η τιµή p value του κατάλληλου στατιστικού τεστ της σχέσης µεταξύ της υποψήφιας 

µεταβλητής πρόβλεψης και της µεταβλητής στόχο .  

Στην δική µας εφαρµογή χρησιµοποιήσαµε τιµή p value βασισµένη  στο στατιστικό του Pearson , 

το Pearson chi-square το οποίο εξετάζει την ανεξαρτησία του στόχου και της µεταβλητής 

πρόβλεψης χωρίς να δείχνει την δύναµη ή την κατεύθυνση οποιασδήποτε υπάρχουσας σχέσης . 

Αναλυτικά : 

Το Pearson chi-square είναι ένα τεστ ανεξαρτησίας µεταξύ Χ και Y το οποίο περιλαµβάνει την 

διαφορά µεταξύ των παρατηρούµενων και των αναµενόµενων συχνοτήτων. Τα αναµενόµενα 

κελιά συχνότητας κάτω από την µηδενική υπόθεση υπολογίζονται-εκτιµώνται από τον τύπο  

 . .
ˆ /ij i jN N N N=  

Κάτω από την µηδενική υπόθεση, το Pearson chi-square συγκλίνει ασυµπτωτικά σε µία 

κατανοµή chi-square 
2

dχ µε ( 1)( 1)d I J= − −  βαθµούς ελευθερίας. 

Το  p value  το οποίο βασίζεται στο Pearson chi-square 
2X  υπολογίζεται ως  

p value  =Prob
2 2( )dx X≻  όπου το ( )

2

2

1 1

ˆ ˆ/
I J

ij ij ij

i j

X N N N
= =

= −∑∑ . 

Όπου το X     η µεταβλητή πρόβλεψης µε την θεώρηση ότι έχουµε I κατηγορίες 

               Y      η µεταβλητή στόχος µε J  κατηγορίες  

              N     ο συνολικός αριθµός των περιπτώσεων 

             
ijN    ο αριθµός των περιπτώσεων όπου X i=  και Y j=  
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             .iN    ο αριθµός των περιπτώσεων όπου X i=  και .

1

J

i ij

j

N N
=

=∑  

             
. jN  ο αριθµός των περιπτώσεων όπου Y j=  και

.

1

I

j ij

i

N N
=

= ∑  

 

 

Feature Selection Options tab 

 
 

Μετά από όλη αυτή την διαδικασία επιλογής µεταβλητών παρατηρούµε ότι οι επεξηγηµατικές 

µου µεταβλητές από 11 που ήταν αρχικά µειώνονται στις 8. 

Για επίπεδο σηµαντικότητας α=0.05 οι σηµαντικές 8 αυτές  µεταβλητές µε p value =1,0 

παρουσιάζονται παραπάνω. 

6. Συνδέουµε το Partition node στο Feature selection model .  

 

Ο κόµβος SVM προσφέρει τη δυνατότητα επιλογής των λειτουργιών του πυρήνα για την 

εκτέλεση της επεξεργασίας. ∆εδοµένου ότι δεν υπάρχει εύκολος τρόπος για να γνωρίζει ποια 

λειτουργία αποδίδει καλύτερα, θα επιλέξουµε διαφορετικές λειτουργίες και θα συγκρίνουµε τα 

αποτελέσµατα. Ας αρχίσουµε µε την προεπιλογή, RBF (ακτινική συνάρτηση). 
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Τοποθέτηση στο stream canvas ενός SVM node, συνδέουµε τον κόµβο SVM στον κόµβο τύπου. 

Feature selection model. Ανοίγουµε τον κόµβο SVM. Στην καρτέλα model name, κάντε κλικ 

στην επιλογή Custom για το όνοµα του µοντέλου και την επιλογή τύπου RBF. 

Ρύθµιση των επιλογών του µοντέλου. Ρυθµίζοντας τις simple επιλογές . 

 

 
 

 

Στην καρτέλα expert, αφήνουµε τη ρύθµιση Λειτουργίας ως simple και σηµειώνουµε ότι ο 

τύπος του πυρήνα έχει οριστεί σε RBF από προεπιλογή.  

Στην καρτέλα Ανάλυση, επιλέγουµε το calculate variable importance και τα prospensity scores 

για τα flag. 

Στη συνέχεια επιλέγουµε  εκτέλεση (execute). 
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Το παρακάτω γράφηµα σηµαντικότητας µεταβλητών δείχνει την σχετική επίδραση των διαφόρων 

πεδίων και µεταβλητών(επεξηγηµατικών) στην πρόβλεψη(απόκρισης) y. το γράφηµα αυτό µας 

δείχνει ότι η µεταβλητή 5x  έχει τη µεγαλύτερη επίδραση ενώ οι µεταβλητές 2x , 7x  και 8x  είναι 

επίσης αρκετά σηµαντικές. Η µεταβλητή 11x  είναι που επηρεάζει λιγότερο την πρόβλεψη. 

 

 

5X  0,41 

2X  0,324 

7X  0,172 
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8X  0,092 

11X  0,002 

9X  0 

6X  0 

10X  0 

 

 

 

Στη συνέχεια συνδέουµε τον κόµβο table και εκτελούµε. 

 

 

Έχουν δηµιουργηθεί τέσσερα πεδία: 

1) S-y είναι η τιµή για το y, προβλεπόµενο από το µοντέλο (εκτιµώµενο), όταν το S-y 

συµπίπτει µε το πραγµατικό y έχει γίνει σωστά η πρόβλεψη µας. 
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2) SP-y είναι η πιθανότητα η οποία δεδοµένων των µεταβλητών που µας δίνονται µας δίνει 

0 ή 1. ∆ηλαδή  η πιθανότητα της πρόβλεψης να είναι σηµαντική (0-1), κοντά στο 0,5 

είναι χαµηλή και µη αποδεκτή. 

3) SRP-y αφορά το raw propensity score 

4) SAP-y αφορά το adjusted propensity score 

Συγκρίνοντας το y  µε το S-y βλέπουµε αν το µοντέλο έχει κάνει σωστές ή όχι προβλέψεις 

ανεξάρτητα αν το propensity score είναι σχετικά υψηλό( µπορεί το propensity score να είναι 

υψηλό αλλά να έχουµε λάθος πρόβλεψη) 

Επειδή έχουµε χαµηλά propensity scores, θα βάλουµε Analysis και άρα πρέπει να δοκιµάσουµε 

κι άλλους kernels. 

 

Ρύθµιση των επιλογών του µοντέλου. Ρυθµίζοντας τις expert επιλογές . 
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 Polynomial 

 

Παρατηρούµε ότι υπάρχουν stopping criteria και ότι RBF gamma είναι ίσο µε 0,1, ίδιο µε το 

simple. Στην polynomial το gamma είναι ίσο µε 1. 

Το παρακάτω γράφηµα σηµαντικότητας µεταβλητών δείχνει την σχετική επίδραση των διαφόρων 

πεδίων και µεταβλητών(επεξηγηµατικών) στην πρόβλεψη(απόκρισης) y. το γράφηµα αυτό µας 

δείχνει ότι η µεταβλητή 5x έχει τη µεγαλύτερη επίδραση ενώ οι µεταβλητές 7x , 2x  είναι επίσης 

αρκετά σηµαντικές.  
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5X  0,389 

7X  0,345 

2X  0,267 

 

Εργαζόµαστε όπως και στην simple περίπτωση µε κόµβο table. 

 

Παλί έχουν προκύψει τέσσερα νέα πεδία και στη συνέχεια προχωράµε σε analysis 
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Με βάση τον παρακάτω συγκεντρωτικό πίνακα παρατηρούµε ότι ο kernel Polynomial είναι πολύ 

καύτερος απ’ότι ο RBF. 

Correct Training Testing 

RBF 77,77% 77,49% 

Polynomial 81,05% 81,03% 

 

Συνεχίζουµε τεστάροντας και τις υπόλοιπες περιπτώσεις στο expert Model 

 Sigmoid 

Παρατηρούµε ότι το gamma είναι ίσο µε 1. 

Το παρακάτω γράφηµα σηµαντικότητας µεταβλητών δείχνει την σχετική επίδραση των διαφόρων 

πεδίων και µεταβλητών(επεξηγηµατικών) στην πρόβλεψη(απόκρισης) y. το γράφηµα αυτό µας 

δείχνει ότι η µεταβλητή 11x  έχει τη µεγαλύτερη επίδραση ενώ οι µεταβλητές 10x , 9x , 8x , 2x ,  

7x , 
6x , 

5x  είναι επίσης αρκετά σηµαντικές.  
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11X  0,299 

10X  0,222 

9X  0,181 

8X  0,121 

2X  0,067 

7X  0,01 

6X  0,038 

5X  0,022 

 

 

Συνεχίζουµε µε table και analysis 
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Και παρατηρούµε ότι οι τιµές είναι χαµηλότερες από τους προηγούµενους δύο kernels. 
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Συγκεντρωτικά έχουµε: 

Correct Training Testing 

RBF 77,77% 77,49% 

Polynomial 81,05% 81,03% 

Sigmoid 71,05% 68,23% 

 

Συνεχίζουµε µε τον τελευταίο kernel. 

 Linear 

Παρατηρούµε ότι το gamma είναι ίσο µε 1. 

Το παρακάτω γράφηµα σηµαντικότητας µεταβλητών δείχνει την σχετική επίδραση των διαφόρων 

πεδίων και µεταβλητών(επεξηγηµατικών) στην πρόβλεψη(απόκρισης) y. το γράφηµα αυτό µας 

δείχνει ότι η µεταβλητή 5x  έχει τη µεγαλύτερη επίδραση ενώ οι µεταβλητές  2x , 11x , 8x ,  10x  

είναι επίσης αρκετά σηµαντικές.  

 

5X  0,362 
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2X  0,323 

11X  0,238 

8X  0,044 

10X  0,033 
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Και παρατηρούµε ότι οι τιµές είναι παρόµοιες µε τον πυρήνα RBF. 

Συγκεντρωτικά έχουµε: 

Correct Training Testing 

RBF 77,77% 77,49% 

Polynomial 81,05% 81,03% 

Sigmoid 71,05% 68,23% 

Linear 75,15% 73,58% 

 

 

 

Η τελική εικόνα του stream canvas  µετά την εφαρµογή των αλγορίθµων µε την βοήθεια του 

Clementine είναι : 
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Στη συνέχεια θα κάνουµε ταξινόµηση µε Binary Classifier προκειµένου να συγκρίνουµε την 

µέθοδο SVM µε τα νευρωνικά δίκτυα. 

 

8.2.2 Μέτρα αξιολόγησης διαγνωστικών τεστ 

 

∆ιαγνωστικό τεστ     Αποτέλεσµα      Αποτέλεσµα  

     Magnitude High (+)      Magnitude Min(-) Σύνολο 

Θετικό (+)                   a 

 (πραγµατικά θετικά) 

              b 

(λανθασµένα θετικά) 

    a+b 

Αρνητικό (-)                    c 

(λανθασµένα αρνητικά) 

                d 

(πραγµατικά αρνητικά) 

     c+d 

Σύνολο                   a+c                b+d a+b+c+d 
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Όπου : 

� (sensitivity) ευαισθησία = 
a

a c+
 

� (specificity) ειδικότητα =
d

b d+
 

� θετική προγνωστική αξία (Θ.Π.Α) = 
a

a b+
 

� αρνητική προγνωστική αξία (Α.Π.Α) =
d

d c+
 

� ακρίβεια =  
a d

a c b d

+
+ + +

 

 

 

 Θα υπολογίσουµε τα µέτρα αυτά αξιολόγησης  στα σύνολα  εκπαίδευσης (training data) και 

ελέγχου (test data) ξεχωριστά και θα τα απεικονίσουµε αναλυτικά σε µορφή ποσοστών . 

 

1. RBF kernel 

 
 

 Για το σύνολο εκπαίδευσης (training) στην simple mode µε πυρήνα RBF έχω : 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 5.049 

        b = (+ - ) =λανθασµένα θετικά = 493 

        c =( - + ) =λανθασµένα αρνητικά= 1.230 

        d = (- - ) = πραγµατικά αρνητικά= 980 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία =  80,41 (%) 

� ειδικότητα = 66,53 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 91,10 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α)=  44,34 (%) 

� ακρίβεια =  77,77 (%) 

 

 

 

 Για το σύνολο ελέγχου (test) στην αντίστοιχη περίπτωση RBF simple mode έχω : 

 

 

 

 

 

 

  0 (-) 1(+) 

0 Magnitude Min(-) 980 1.230 

1 Magnitude High (+) 493 5.049 

  0 (-) 1(+) 

0 Magnitude Min (-) 361 454 

1 Magnitude High  (+) 127 1.639 
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Άρα a=(+ +)= πραγµατικά θετικά = 1639 

        b = (+ - ) =λανθασµένα θετικά = 127 

        c =( - + ) =λανθασµένα αρνητικά= 454 

        d = (- - ) = πραγµατικά αρνητικά= 361 

 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία = 78,31 (%) 

� ειδικότητα = 73,98 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 92,81 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α) = 44,29 (%) 

� ακρίβεια =  77,49 (%) 

 

 

1. Polynomial - expert mode 
 

 

 Για το σύνολο εκπαίδευσης (training) στην expert mode µε πυρήνα polynomial έχω : 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 5.060 

        b = (+ - ) =λανθασµένα θετικά = 482 

        c =( - + ) =λανθασµένα αρνητικά= 987 

        d = (- - ) = πραγµατικά αρνητικά= 1.223 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία =  83,68 (%) 

� ειδικότητα = 71,73 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 91,30 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α)=  55,34 (%) 

� ακρίβεια =  81,05 (%) 

 

 

 Για το σύνολο ελέγχου(test) στην αντίστοιχη περίπτωση polynomial expert mode έχω : 

 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 1631 

        b = (+ - ) =λανθασµένα θετικά = 135 

        c =( - + ) =λανθασµένα αρνητικά= 352 

        d = (- - ) = πραγµατικά αρνητικά= 463 

 

  0 (-) 1(+) 

0 Magnitude Min(-) 1.223 987 

1 Magnitude High (+) 482 5.060 

  0 (-) 1(+) 

0 Magnitude Min (-) 463 352 

1 Magnitude High  (+) 135 1.631 
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και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία = 82,25 (%) 

� ειδικότητα = 77,42 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 92,36 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α) = 56,81 (%) 

� ακρίβεια =  81,13 (%) 

 

2. Sigmoid - expert mode 
 

 

 Για το σύνολο εκπαίδευσης (training) στην expert mode µε πυρήνα sigmoid έχω : 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 5.497 

        b = (+ - ) =λανθασµένα θετικά = 45 

        c =( - + ) =λανθασµένα αρνητικά= 2.199 

        d = (- - ) = πραγµατικά αρνητικά= 11 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία =  71,43 (%) 

� ειδικότητα = 19,64 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 99,19 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α)= 0,50 (%) 

� ακρίβεια =  71,05 (%) 

 

 

 Για το σύνολο ελέγχου(test) στην αντίστοιχη περίπτωση sigmoid expert mode έχω : 

 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 1.755 

        b = (+ - ) =λανθασµένα θετικά = 11 

        c =( - + ) =λανθασµένα αρνητικά= 809 

        d = (- - ) = πραγµατικά αρνητικά= 6 

 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία = 68,45 (%) 

� ειδικότητα = 35,29 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 99,38 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α) = 0,74 (%) 

  0 (-) 1(+) 

0 Magnitude Min(-) 11 2.199 

1 Magnitude High (+) 45 5.497 

  0 (-) 1(+) 

0 Magnitude Min (-) 6 809 

1 Magnitude High  (+) 11 1.755 



Μηχανές διανυσματικής υποστήριξης - SVMs  

 

Σελ. 114 από 120 

 

� ακρίβεια =  68,23 (%) 

 

3. Linear - expert mode 
 

 

 Για το σύνολο εκπαίδευσης (training) στην expert mode µε πυρήνα linear έχω : 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 5.181 

        b = (+ - ) =λανθασµένα θετικά = 361 

        c =( - + ) =λανθασµένα αρνητικά= 1.565 

        d = (- - ) = πραγµατικά αρνητικά= 645 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία =  76,80 (%) 

� ειδικότητα = 64,12 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 93,49 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α)= 29,19 (%) 

� ακρίβεια =  75,15 (%) 

 

 

 Για το σύνολο ελέγχου (test) στην αντίστοιχη περίπτωση linear expert mode έχω : 

 

 

 

 

 

 

 

 

Άρα a=(+ +)= πραγµατικά θετικά = 1.755 

        b = (+ - ) =λανθασµένα θετικά = 11 

        c =( - + ) =λανθασµένα αρνητικά= 809 

        d = (- - ) = πραγµατικά αρνητικά= 6 

 

και τα ποσοστά των µέτρων  %  είναι αναλυτικά : 

� ευαισθησία = 74,13 (%) 

� ειδικότητα = 69,85 (%) 

� θετική προγνωστική αξία (Θ.Π.Α) = 94,28 (%) 

� αρνητική προγνωστική αξία (Α.Π.Α) = 28,71 (%) 

� ακρίβεια =  73,58 (%) 

 

 

  0 (-) 1(+) 

0 Magnitude Min(-) 645 1.565 

1 Magnitude High (+) 361 5.181 

  0 (-) 1(+) 

0 Magnitude Min (-) 234 581 

1 Magnitude High  (+) 101 1.665 
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8.2.3 Binary Classifier 

Περαιτέρω συγκρίναμε την απόδοση των SVMs  με την αυτή των Νευρωνικών δικτύων.  

Εξετάστηκαν σε δύο τοµείς και  συγκεκριµένα η σύγκριση των µοντέλων έγινε βάση της  1) 

Overall accuracy και του  2) Area Under the curve. 

1) Overall accuracy 

 

 

Όπως παρατηρούµε η απόδοση είναι κοντα µε τα προηγούµενα τεστ. Οι τιµές της SVM και 

των NN είναι κοντά, ωστόσο η SVM παρουσιάζει καλύτερες τιµές. 

Να προσθέσουµε ότι δεν κρατάµε µοντέλα µε accuracy χαµηλότερη του 60%. Σε αυτή τη 

περίπτωση και οι δύο έχουν υψηλότερη ακρίβεια (accuracy). 

2) Αrea Under the Curve (AUC) 
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Οι τιµές της SVM και των NN είναι κοντά, ωστόσο τα NNs παρουσιάζουν καλύτερες τιµές. 

Η τελική εικόνα του stream canvas  µετά την εφαρµογή των αλγορίθµων µε την βοήθεια του 

Clementine είναι : 
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