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Περίληψη 
 
 

Η ανάλυση της συμπεριφοράς των πεζών αποτελεί ένα σημαντικό κομμάτι για την 

διαχείριση της κυκλοφορία και την κατανόηση της δυναμικής του πλήθους τόσο 

στους εξωτερικούς όσο και στους εσωτερικούς χώρους. Η παρούσα διπλωματική 

εργασία εστιάζει στην ανίχνευση και παρακολούθηση των πεζών σε βίντεο με την 

χρήση σύγχρονων μεθόδων βαθιάς μάθησης. Στόχος είναι η ανάπτυξη ενός 

ολοκληρωμένου συστήματος που συνδυάζει μοντέλα ανίχνευσης και τμηματοποίησης 

με στόχο την εξαγωγή χωρικών στατιστικών όπως η κατανομή των πεζών στον χώρο, 

οι μεταξύ τους αποστάσεις και η πυκνότητας τους. Για τον σκοπό αυτό 

αξιοποιήθηκαν προκαταρτισμένα μοντέλα όπως το YOLO-World, το OWLv2, το 

FastSAM και το SAM2 σε πραγματικό βίντεο. Η προτεινόμενη μεθοδολογία 

περιλαμβάνει στάδια προεπεξεργασίας των δεδομένων, ανίχνευσης και 

τμηματοποίησης των πεζών, καθώς και εξαγωγή των χωρικών τους χαρακτηριστικών. 

Τα αποτελέσματα αξιολογήθηκαν σε ποιοτικό επίπεδο και έδειξαν πως ο συνδυασμός 

των μοντέλων OWLv2 + SAM2 παρείχε την υψηλότερη ακρίβεια στην ανίχνευση 

των πεζών και την παραγωγή των μασκών τους. Συνολικά η εργασία δείχνει πως τα 

μοντέλα αιχμής βαθιάς μάθησης μπορούν να αξιοποιηθούν για την ανάλυση της 

χωρικής συμπεριφοράς των πεζών παρέχοντας εργαλεία για την κατανόηση της 

δυναμικής τους στον χώρο. 
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Όραση Υπολογιστών, Συνελικτικά Νευρωνικά Δίκτυα, Μετασχηματιστές Όρασης, 

Τμηματοποίηση Εικόνας   
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Abstract 

 

The analysis of pedestrian behavior is an important part of traffic management and 

understanding crowd dynamics in both outdoor and indoor cases. This thesis focuses 

on the detection and tracking of pedestrians in videos using modern deep learning 

methods. The goal is to develop a comprehensive system that combines detection and 

segmentation models to extract spatial statistics such as the distribution of pedestrians 

in space, the distances between them, and their density. The main object is to build a 

complete pipeline that integrates detection and segmentation models in order to 

extract spatial and statistical features, such as the distribution of pedestrian in space, 

their pairwise distances and their density. For this purpose several pre-trained models 

were employed, including YOLO-World, OWLv2, FastSAM and SAM2, which were 

applied to real-world video data. The proposed methodology involved data 

preprocessing, object detection and segmentation, and the results were primarily 

evaluated qualitatively showing that the combination of OWLv2 + SAM2 achieved 

the highest accuracy at object detection and mask generation. Overall the study 

demonstrates that state of the art models can be effectively leveraged for pedestrian 

spatial behavior, providing valuable tools for understanding crowd dynamics. 
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Κεφάλαιο 1: Εισαγωγή 

 

Η ανίχνευση αντικειμένων (object detection) και η παρακολούθηση αντικειμένων( 

object tracking) αποτελούν δύο σημαντικά προβλήματα της επιστήμης της όρασης 

υπολογιστών. Η ανίχνευση αντικειμένων αναφέρεται στην δυνατότητα του 

υπολογιστή να αναγνωρίζει, να ανιχνεύει και να ταξινομεί διαφορετικά αντικείμενα 

μέσα από μία εικόνα ή καρέ από βίντεο μέσω προβλεπόμενων ορθογώνιων πλαισίων 

(bounding boxes) και ετικετών (labels) σε καθένα από αυτά. Αντίθετα η 

παρακολούθηση αντικειμένων αφορά την παρακολούθηση της θέσης και της 

ταυτότητας ενός ή πολλών αντικειμένων σε διαδοχικά καρέ ενός βίντεο. Οι δύο αυτοί 

κλάδοι της όρασης υπολογιστών έχουν εξελιχθεί ραγδαία τα τελευταία χρόνια χάρη 

στη χρήση της βαθιάς μηχανικής μάθησης και των μεγάλων δεδομένων. 

Αντικαθιστούν πλέον σε μεγάλο βαθμό τις χειροκίνητες μεθόδους επιτήρησης οι 

οποίες απαιτούν ανθρώπινη παρέμβαση και είχαν υψηλό κόστος σε χρόνο και σε 

πόρους. Η ανίχνευση και η παρακολούθηση αντικειμένων έχει ευρύ φάσμα 

εφαρμογών καθώς μπορεί να αξιοποιηθεί στη βιομηχανία προσφέροντας έναν 

αυτοματοποιημένο τρόπο παρακολούθησης και εντοπισμού επικίνδυνων 

καταστάσεων όπως πτώσεις αντικειμένων ή ανθρώπων σε εργοτάξια. Στον τομέα των 

μεταφορών ενισχύει την λειτουργία των αυτόνομων οχημάτων με την 

παρακολούθηση εμποδίων, πεζών αλλά και ποδηλάτων. Επιπλέον βρίσκουν 

εφαρμογή στην ανάλυση πλήθους και την καταμέτρηση ανθρώπων σε δημόσιους 

χώρους με σκοπό την ενίσχυση της ασφάλειας ή την βελτίωση της κυκλοφορίας. 

Στην παρούσα εργασία εξετάζεται το πώς σύγχρονοι αλγόριθμοι ανίχνευσης και 

παρακολούθησης μπορούν να λειτουργήσουν συνδυαστικά για την ανάλυση 

ανθρώπινης δραστηριότητας σε βίντεο από συμβατικές κάμερες. Ιδιαίτερη έμφαση 

δίνεται σε τεχνικές παρακολούθησης με μάσκες (segmentation-based detection), 

ανίχνευση με χρήση ανοιχτού λεξιλογίου και στη χρήση μοντέρνων foundation 

models όπως το SAM2, το OWLv2, και το YOLO-World. 
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Κεφάλαιο 2: Ιστορική εξέλιξη της ανίχνευσης αντικειμένων 

 

2.1 Παραδοσιακές μέθοδοι ανίχνευσης 
 

Η ανίχνευση αντικειμένων είναι ένας κλάδος ο οποίος έκανε τα πρώτα του βήματα 

από τις αρχές της δεκαετίας του 2000 με τους πρώτους αλγόριθμους οι οποίοι 

βασίστηκαν σε απλούς ταξινομητές. Ένας εξαιρετικά σημαντικός αλγόριθμος για την 

ιστορία της ανίχνευσης αντικειμένων είναι ο αλγόριθμος Viola-Jones που 

αναπτύχθηκε για πρώτη φορά από τους Paul Viola και Michael Jones το 2001 και 

αναλύθηκε για πρώτη φορά στην εργασία τους με τίτλο ¨Rapid Object Detection 

using a Boosted Cascade of Simple Features¨ [1]. Ο αλγόριθμος βασίζεται στα 

χαρακτηριστικά τύπου Haar με τα οποία μπορεί να γίνει αναγνώριση των 

χαρακτηριστικών ενός προσώπου με βάση την φωτεινότητα των pixel σε διάφορες 

περιοχές του. Ο αλγόριθμος έβγαζε ικανοποιητικά αποτελέσματα για εικόνες 

384×288 εικονοστοιχείων και με μικρό αριθμό παραμέτρων(50 χιλιάδες) σε σχέση με 

τα σύγχρονα νευρωνικά δίκτυα. 

 

Ένας ακόμα επιτυχημένος αλγόριθμος είναι ο HOG (Histogram of Oriented 

Gradients) που χρησιμοποιήθηκε κυρίως για την ανίχνευση πεζών. Ο αλγόριθμος 

προτάθηκε από τους Navneet Dalal και Bill Triggs στην εργασίας τους με θέμα 

"Histograms of Oriented Gradients for Human Detection" [2]. Ο αλγόριθμος 

βασίζεται στα περιγράμματα και τα σχήματα ενός αντικειμένου, δηλαδή στον 

προσανατολισμό των ακμών τα οποία περιέχουν σημαντικές πληροφορίες για το τι 

ακριβώς είναι αυτό το αντικείμενο. Αρχικά η εικόνα γίνεται ασπρόμαυρη για την πιο 

εύκολη ανάλυση της, στη συνέχεια γίνεται ο υπολογισμός των παραγώγων, δηλαδή 

τις αλλαγές της φωτεινότητας ώστε να βρει τις ακμές σε διάφορες κατευθύνσεις. 

Έπειτα ακολουθεί η διαίρεση της εικόνας σε μπλοκ (πχ 8×8 εικονοστοιχεία) η 

κανονικοποίηση της εικόνας, δηλαδή η ομαλοποίηση των ακμών και η συνένωση 

όλων των ιστογραμμάτων σε ένα μεγάλο διάνυσμα χαρακτηριστικών (feature vector). 

Τέλος χρησιμοποιείται ένα μοντέλο ταξινόμησης το οποίο βλέπει αν υπάρχει ένα 

συγκεκριμένο αντικείμενο μέσα στην εικόνα ή όχι. 

 

Μία τελευταία κατηγορία ανίχνευσης αντικειμένων είναι τα μοντέλα με βάση τα μέρη 

(Part-Based Models) που βασίζονται στην ιδέα ότι ένα αντικείμενο (όπως ένας 
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άνθρωπος) μπορεί να αναπαρασταθεί ως ένα σύνολο από μέρη τα οποία μπορεί να 

παραμορφώνονται ελαφρώς μεταξύ τους. Δηλαδή το μοντέλο ψάχνει τα διάφορα 

κομμάτια του αντικειμένου (πχ τα μέρη του σώματος ενός ανθρώπου) χωρίς αυτά να 

είναι απαραίτητα τέλεια ευθυγραμμισμένα. Σε περίπτωση που βρει όλα τα μέρη και 

αυτά να ταιριάζουν με λογικό τρόπο τότε αναγνωρίζει όλο το αντικείμενο. Τα 

μοντέλα βασίστηκαν σε ένα βαθμό στα χαρακτηριστικά HOG και προτάθηκαν για 

πρώτη φορά από τους P. Felzenszwalb et al. στην εργασία τους με τίτλο "The 

Representation and Matching of Pictorial Structures" [3] 

2.2 Βαθιά Μάθηση και Ανίχνευση Αντικειμένων  
 

Οι παραδοσιακές μέθοδοι ανίχνευσης αντικειμένων, οι οποίες παρουσιάστηκαν στην 

προηγούμενη ενότητα, παρότι παρείχαν σε αρκετές περιπτώσεις ικανοποιητικά 

αποτελέσματα, απαιτούσαν σημαντική υπολογιστική προσπάθεια και βασίζονταν σε 

χειροκίνητα εξαγόμενα χαρακτηριστικά. Για την αντιμετώπιση αυτού του 

προβλήματος έπρεπε να ακολουθηθεί διαφορετική μεθοδολογία προσέγγισης για την 

ανίχνευση αντικειμένων. Η επανάσταση στην υπολογιστική όραση ήρθε με την 

εισαγωγή της βαθιάς μάθησης (deep learning) και των τεχνητών νευρωνικών 

δικτύων, τα οποία επιτρέπουν στους υπολογιστές να μαθαίνουν απευθείας από τα 

δεδομένα, χωρίς την ανάγκη ανθρώπινης παρέμβασης στην επιλογή 

χαρακτηριστικών. Η ικανότητα των συστημάτων αυτών να εξάγουν πολύπλοκα 

πρότυπα μέσα από μεγάλα σύνολα δεδομένων κατέστησε εφικτή την ακριβή και 

αποδοτική ανίχνευση των αντικειμένων μέσα από εικόνες και βίντεο. Πριν γίνει 

περαιτέρω ανάλυση των μεθόδων και αλγορίθμων που χρησιμοποιήθηκαν κατά την 

διάρκεια αυτής της περιόδου στην όραση υπολογιστών κρίθηκε σκόπιμο να γίνει μία 

πρώτη επαφή με έννοιες όπως είναι η τεχνητή νοημοσύνη η βαθιά μάθηση, τα 

νευρωνικά δίκτυα και ο βασικός τρόπος λειτουργίας τους. 

2.2.1 Τεχνητή Νοημοσύνη και Βαθιά Μάθηση 
 

Τεχνητή Νοημοσύνη:  

Η Τεχνητή Νοημοσύνη είναι ένας κλάδος της πληροφορικής που ασχολείται με τον 

σχεδιασμό υπολογιστικών συστημάτων τα οποία κατανοούν, σκέφτονται, επιλύουν 

και παίρνουν αποφάσεις όπως θα έπαιρνε ένας άνθρωπος. Η Τεχνητή Νοημοσύνη 

έκανε τις πρώτες τι εμφανίσεις από το 1950 με τον Alan Turing που θεωρείται και ο 

«πατέρας της επιστήμης των υπολογιστών» με την εργασία του για την δημιουργία 
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μηχανών σκέψης [4]. Επίσης είχε προτείνει ένα απλό τεστ για την νοημοσύνη των 

μηχανών. Αν η μηχανή μπορούσε να ξεγελάσει έναν άνθρωπο πιστεύοντας πως η 

μηχανή είναι άνθρωπος τότε η μηχανή έχει νοημοσύνη. Ένα ακόμη σημαντικό 

πρόσωπο ήταν ο John McCarthy που εκείνος πρώτος πρότεινε και καθιέρωσε τον όρο 

¨Τεχνητή Νοημοσύνη¨ [5]. Από τότε μέχρι και σήμερα έχει υπάρξει ραγδαία 

ανάπτυξη στο πεδίο της Τεχνητής Νοημοσύνης.  

 

Μηχανική Μάθηση: 

Ένας κλάδος της Τεχνητής Νοημοσύνης είναι η Μηχανική Μάθηση κατά τον οποίο 

μελετούνται και αναπτύσσονται αλγόριθμοι που επιτρέπουν στους υπολογιστές να 

μαθαίνουν και να βελτιώνονται από δεδομένα και παραδείγματα χωρίς να χρειάζεται 

ρητός προγραμματισμός [6]. Η Μηχανική Μάθηση χωρίζεται σε τρεις περιοχές. Την 

επιβλεπόμενη Μάθηση, την Μη Επιβλεπόμενη Μάθηση, και την Ημιεπιβλεπόμενη 

Μάθηση. Παρακάτω αναλύονται οι τρεις κλάδοι: 

• Επιβλεπόμενη Μάθηση: Είναι η τεχνική κατά την οποία ο υπολογιστής 

εκπαιδεύεται από ζεύγη δεδομένων εισόδου και εξόδου που του δίνονται. 

Δηλαδή κάνει την συσχέτιση αυτών των δύο και καταλαβαίνει την σχέση τους 

[7]. 

• Μη επιβλεπόμενη Μάθηση: Με αυτή την τεχνική ο υπολογιστής δέχεται 

μόνο δεδομένα εισόδου για τα οποία καλείται στην συνέχεια να αναγνωρίσει τα 

μοτίβα και να βρει συσχετίσεις μεταξύ τους [8]. 

• Ημιεπιβλεπόμενη μάθηση: Αποτελεί ενδιάμεση κατηγορία της μηχανικής 

μάθησης που συνδυάζει τις δύο προηγούμενες. Βασίζεται σε ένα μικρό σύνολο 

δεδομένων με ετικέτες (labels) και ενός μεγαλύτερου συνόλου που είναι άγνωστο 

προκειμένου το μοντέλο να εκπαιδευτεί πιο σωστά [9]. 
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Βαθιά Μάθηση: Στην Μηχανική Μάθηση συμπεριλαμβάνεται και η βαθιά 

μάθηση η οποία χρησιμοποιεί τεχνητά νευρωνικά δίκτυα τα οποία μαθαίνουν από 

τα δεδομένα. Αντί να χρειαστεί ο ρητός προγραμματισμός του υπολογιστή για την 

επίλυση ενός προβλήματος του παρέχονται μεγάλα σύνολα δεδομένων και το 

μοντέλο μαθαίνει να αναγνωρίζει πρότυπα και να λαμβάνει αποφάσεις από 

διάφορα παραδείγματα. Τα νευρωνικά δίκτυα έχουν σχεδιαστεί με τέτοιον τρόπο 

ώστε να μαθαίνουν και να σκέφτονται όπως θα έκανε ένας ανθρώπινος 

εγκέφαλος. Πιο συγκεκριμένα αποτελούνται από πολλές στρώσεις νευρώνων οι 

οποίες έχουν διασυνδεδεμένους κόμβους που ο καθένας χρησιμοποιείται για την 

εκμάθηση ενός συγκεκριμένου χαρακτηριστικού από τα δεδομένα που δέχονται. 

Η πρώτη στρώση είναι η είσοδος η οποία δέχεται τα ακατέργαστα δεδομένα (πχ 

εικόνα, ήχος, κείμενο). Η κάθε στρώση κόμβων βασίζεται στην προηγούμενη για 

να βελτιστοποιήσει την κατηγοριοποίηση και την αναγνώριση προτύπων. Στο 

τελευταίο στρώμα εξόδου πραγματοποιείται η τελική πρόβλεψη του μοντέλου. 

Αυτή η αρχιτεκτονική έχει αποδειχθεί εξαιρετικά αποτελεσματική στην ανίχνευση 

αντικειμένων, καθώς είναι σε θέση να προσδιορίζει με ακρίβεια την θέση και την 

κατηγορία των αντικειμένων σε εικόνες και καρέ από βίντεο [10]. 

 

 

 

 

 

Εικόνα 1: Αρχιτεκτονική ενός τυπικού Νευρωνικού Δικτύου [44] 
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Τύποι Νευρωνικών Δικτύων: 

Υπάρχουν διάφορα είδη νευρωνικών δικτύων όπου το καθένα από αυτά έχει 

σχεδιαστεί ώστε να ανταποκρίνεται σε διαφορετικούς τύπους προβλημάτων. 

Παρακάτω παρουσιάζονται τα σημαντικότερα ήδη και αναλύεται περιληπτικά ο 

τρόπος λειτουργίας τους. 

• Συνελικτικά Νευρωνικά Δίκτυα (Convolutional Neural Networks - 

CNNs): Η αρχιτεκτονική αυτών των δικτύων χρησιμοποιεί 

συνελικτικές στρώσεις για την ανίχνευση διάφορων προτύπων (πχ 

άκρα, υφές). Είναι σχεδιασμένα για την επεξεργασία εικόνων και 

δεδομένων από χωρική πληροφορία. Η χρήση τους είναι ευρέως 

διαδεδομένη στην αναγνώριση αντικειμένων στην ταξινόμηση και 

κατηγοριοποίηση εικόνων [11]. 

 

• Αναδρομικά Νευρωνικά Δίκτυα (Recurrent Neural Network – 

RNNs): Συνιστούν μία κατηγορία νευρωνικών δικτύων όπου οι 

συνδέσεις μεταξύ των κόμβων σχηματίζουν κατευθυνόμενους κύκλους 

επιτρέποντας την αποθήκευση πληροφορίας από προηγούμενα χρονικά 

βήματα. Χρησιμοποιούνται κυρίως για την επεξεργασία και την 

διαχείριση χρονικών ακολουθιών. Έχει εφαρμογές στην επεξεργασία 

φυσικής γλώσσας και την αναγνώριση ομιλίας [12]. 

 

• Πολυεπίπεδα αντιληπτικά δίκτυα (Multilayer Perceptrons – 

MLPs): Είναι απλά νευρωνικά δίκτυα με πλήρως διασυνδεδεμένες 

στρώσεις. Οι νευρώνες εφαρμόζουν μη γραμμικές συναρτήσεις μεταξύ 

τους με αποτέλεσμα να το καθιστά ικανό για εργασίες όπως η 

αναγνώριση πολύπλοκων προτύπων. Χρησιμοποιείται για προβλήματα 

όπως η ταξινόμηση, η παλινδρόμηση και η αναγνώριση προτύπων 

[13]. 

 

• Αντιπαραθετικά Δίκτυα (Generative Adversarial Networks –

GANs): Αποτελούν ένα είδος αρχιτεκτονικής βαθιάς μάθησης που 

βασίζεται στην αλληλεπίδραση δύο νευρωνικών δικτύων. Ενός 
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γεννητικού και ενός διακριτικού που εκπαιδεύονται ταυτόχρονα με 

ανταγωνιστικό τρόπο. Το ένα δίκτυο προσπαθεί να δημιουργήσει 

δεδομένα που να μοιάζουν πραγματικά, ενώ το άλλο προσπαθεί να 

διακρίνει αν ένα δείγμα είναι αληθινό ή παραγόμενο. Βρίσκουν 

εφαρμογή σε τομής όπως η δημιουργία ρεαλιστικών εικόνων και 

βίντεο, στη σύνθεση φωνής και στην ενίσχυση δεδομένων [14]. 

 

• Αυτόματοι κωδικοποιητές (Autoencoders): Οι αυτόματοι 

κωδικοποιητές αποτελούν αρχιτεκτονικές νευρωνικών δικτύων οι 

οποίες έχουν ως μέθοδο την μη επιβλεπόμενη μάθηση. Συνιστώνται 

από δύο βασικά μέρη. Τον κωδικοποιητή ο οποίος μετατρέπει τα 

αρχικά δεδομένα εισόδου σε μια συμπυκνωμένη και χαμηλότερης 

διάστασης αναπαράσταση και τον αποκωδικοποιητή ο οποίος παίρνει 

αυτά τα δεδομένα και προσπαθεί να τα ανακατασκευάσει. 

Χρησιμοποιούνται ευρέως σε εφαρμογές για την απομάκρυνση 

θορύβου και για την γενετική μοντελοποίηση [15]. 

 

• Μετασχηματιστές( Transformers): Οι μετασχηματιστές αποτελούν 

μια προηγμένη αρχιτεκτονική η οποία βασίζεται στον μηχανισμό 

πολλαπλής προσοχής (Multi- Head Attention). Τα Δεδομένα 

μετατρέπονται πρώτα σε αριθμητικά σύμβολα (Tokens) και κάθε 

σύμβολο στη συνέχεια μετατρέπεται σε διανυσματική μορφή μέσω 

ενός πίνακα αναπαράστασης. Σε κάθε επίπεδο τα σύμβολα 

αλληλεπιδρούν μεταξύ τους δίνοντας στο σύστημα την δυνατότητα να 

καταλάβει την διαφορά και την σημασία των λέξεων με αποτέλεσμα 

να δίνει μεγαλύτερη έμφαση στις πιο σημαντικές. Οι μετασχηματιστές 

έχουν εφαρμογή σε μεγάλης κλίμακας επεξεργασία φυσικής γλώσσας 

(LLMs) Στην όραση υπολογιστών με τους μετασχηματιστές όρασης 

(vision Transformers), στην ενισχυτική μάθηση, στην ρομποτική και 

την πολυτροπική μάθησης [16].  

 

Η αρχιτεκτονική των Συνελικτικών Νευρωνικών Δικτύων (CNNs) καθώς και των 

Μετασχηματιστών (Transformers) θα αναλυθεί εκτενέστερα σε επόμενο ξεχωριστό 
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κεφάλαιο, καθώς αποτελούν την βάση των αλγορίθμων που χρησιμοποιούνται στο 

πειραματικό στάδιο για την ανίχνευση και παρακολούθηση πεζών. 

 

Κεφάλαιο 3: θεωρητικό υπόβαθρο  

 

Στο παρόν κεφάλαιο περιγράφεται το θεωρητικό υπόβαθρο των μοντέλων που 

χρησιμοποιήθηκαν για την ανίχνευση και την παρακολούθηση των πεζών στο βίντεο. 

Πιο συγκεκριμένα παρουσιάζονται τα προκαταρτισμένα μοντέλα που αξιοποιούνται 

για την αναγνώριση των ατόμων σε κάθε καρέ του βίντεο και η αρχιτεκτονική τους 

λειτουργία. Η ανάλυση εστιάζει στα Συνελικτικά Νευρωνικά Δίκτυα (CNNs) και 

στους Μετασχηματιστές (Transformers) όπου αποτελούν τις 2 βασικές 

αρχιτεκτονικές που υποστηρίζουν τη λειτουργία των μοντέλων, καθώς και στη 

δομική εξέλιξη των αλγορίθμων που κατέχουν κεντρικό ρόλο στην παρούσα εργασία. 

 

3.1 Αρχιτεκτονική Συνελικτικών Νευρωνικών Δικτύων (CNNs) 
 

Τα Συνελικτικά Νευρωνικά Δίκτυα αποτελούν μία από τις πιο βασικές αρχιτεκτονικές 

στον χώρο της Υπολογιστικής Όρασης καθώς κατορθώνουν να συνδυάσουν γρήγορη 

εξαγωγή χαρακτηριστικών από εικόνες χωρίς τεράστια υπολογιστική ισχύ. Τα 

χαρακτηριστικά εξάγονται μιμούμενα την φυσική ανθρώπινη όραση. Η βασική 

λειτουργία τους στηρίζεται στην χρήση συνελικτικών φίλτρων (kernels) τα οποία 

εφαρμόζονται τοπικά πάνω στα δεδομένα εισόδου (εικόνες) και αναγνωρίζουν απλά 

χαρακτηριστικά όπως ακμές και γωνίες στα αρχικά στρώματα του δικτύου. Έπειτα 

στα βαθύτερα στρώματα συνθέτουν μοτίβα όπως σχήματα και αντικείμενα. Τα 

Συνελικτικά Νευρωνικά Δίκτυα αποτελούνται από τρεις βασικές δομές: Τα 

συνελικτικά στρώματα (convolutional layers), όπου σε αυτά πραγματοποιείται η 

εξαγωγή χαρακτηριστικών, τα στρώματα συνένωσης (pooling layers) στα οποία 

εξελίσσεται η διαδικασία μείωσης των διαστάσεων και της υπολογιστικής 

πολυπλοκότητας προσπαθώντας πάντα να κρατήσει τα πιο σημαντικά στοιχεία και τα 

πλήρως συνδεδεμένα στρώματα (fully connected layers) τα οποία συνδέουν όλες τις 

προηγούμενες αναπαραστάσεις για να καταλήξουν στο τελικό αποτέλεσμα όπως είναι 

για παράδειγμα η ταξινόμηση ενός αντικειμένου [17]. Στο παρακάτω σχήμα 

παρουσιάζεται η βασική δομή των CNNs. 
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Σχήμα 1: Η δομή ενός βασικού CNN με τα επίπεδά του[18] 

 

Ένα από τα σημαντικότερα πλεονεκτήματα των CNNs είναι η μείωση του αριθμού 

των παραμέτρων που χρειάζονται σε σχέση με τα παραδοσιακά τεχνητά νευρωνικά 

δίκτυα , που τους επιτρέπει να εκπαιδευτούν σε μεγάλα σύνολα δεδομένων 

καταφέρνοντας με αυτόν τον τρόπο πιο ορθή αναγνώριση και ανίχνευση 

αντικειμένων. Παρόλα αυτά, αν και τα CNNs έχουν επιδείξει εξαιρετική απόδοση , 

εμφανίζουν παράλληλα περιορισμούς στις μακροχρόνιες συσχετίσεις μέσα σε μια 

εικόνα, κάτι που οδήγησε στην ανάπτυξη νέων αρχιτεκτονικών όπως αυτή των 

Μετασχηματιστών (Transformers).  

 

3.2 Αρχιτεκτονική Μετασχηματιστών (Transformers) 
 

Οι Μετασχηματιστές (Transformers) παρουσιάστηκαν πρώτη φορά το 2017 από τους 

Vaswani et al. Στην εργασία τους “ Attention is All You Need” [16], με βασική 

εφαρμογή στην μηχανική μετάφραση. Αποτελούν μία από τις πιο καινοτόμες και 

χρησιμοποιούμενες αρχιτεκτονικές στον κλάδο της Τεχνητής Νοημοσύνης, καθώς 

εισήγαγαν έναν διαφορετικό τρόπο επεξεργασίας και χρήσης των δεδομένων σε 

σχέση με τις παραδοσιακές αρχιτεκτονικές των νευρωνικών δικτύων. Η λειτουργία 

τους βασίζεται στον μηχανισμό προσοχής (attention) με τον οποίο το δίκτυο έχει την 

δυνατότητα να αξιολογεί δυναμικά παρακολουθώντας τη σχέση μεταξύ διαφορετικών 

τμημάτων της εισόδου. Με αυτόν τον τρόπο μπορεί να συσχετίζει και να 

ενσωματώνει πληροφορίες από ολόκληρη την ακολουθία, κάτι που με τα CNNs δεν 
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ήταν εφικτό. Η αρχιτεκτονική των Μετασχηματιστών αποτελείται από δύο βασικά 

μέρη: Τον Κωδικοποιητή (Encoder) και τον Αποκωδικοποιητή (Decoder) τα οποία 

αποτελούνται από πολλαπλά επίπεδα. Κάθε επίπεδο περιέχει τον μηχανισμό multi-

head self-attention με τον οποίο το δίκτυο εστιάζει σε διαφορετικές όψεις της 

πληροφορίας και ένα feed forward νευρωνικό δίκτυο το οποίο που βελτιώνει την 

μάθηση των μη γραμμικών σχέσεων. Επειδή οι μετασχηματιστές δεν κρατάνε την 

χρονική και χωρική διάσταση της πληροφορίας πρέπει να προσθέτουν ρητά 

πληροφορίες θέσης για να τις λάβει υπόψη ο μηχανισμός προσοχής. Αυτό 

επιτυγχάνεται με την χρήση του κωδικοποιητή θέσης (positional encoder) ο οποίος 

προσδίδει πληροφορία για τη θέση των στοιχείων σε μια ακολουθία [16]. Στο 

παρακάτω σχήμα παρουσιάζεται η αρχιτεκτονική των μετασχηματιστών. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Η αρχιτεκτονική των Μετασχηματιστών αναπτύχθηκε αρχικά για την επεξεργασία 

φυσικής γλώσσας (NLP) όπως η μηχανική μετάφραση και με αυτόν τον τρόπο άνοιξε 

ο δρόμος για την δημιουργία μεγάλων γλωσσικών μοντέλων (LLM) . Ένα από τα πιο 

ευρέα διαδεδομένα μοντέλα με τα οποία είναι εξοικειωμένο ένα μεγάλο ποσοστό του 

πληθυσμού είναι η σειρά GPT (Generative Pre-Trained Transformer) της Open AI 

που έχει σχεδιαστεί για να καταλαβαίνει, επεξεργάζεται και παράγει κείμενο 

παρόμοιο με το ανθρώπινο. Αν και η αρχική χρήση των μετασχηματιστών 

Σχήμα 2: Αρχιτεκτονική Μετασχηματιστών [16] 



[24] 

 

περιοριζόταν στη φυσική γλώσσα πλέον χρησιμοποιούνται σε οποιαδήποτε 

περίπτωση που περιλαμβάνονται διαδοχικά δεδομένα.  

 

Μία ιδιαίτερη περίπτωση είναι η χρήση των Μετασχηματιστών στην όραση 

υπολογιστών. Οι Vision Tranformers που παρουσιάστηκαν πρώτη φορά από τους 

Dosovitskiy et al το 2020 στο άρθρο τους “An Image is Worth 16×16: Word 

Transformers for Image Recognition at Scale” [19]. Η βασική ιδέα είναι ότι η εικόνα 

χωρίζεται σε μη επικαλυπτόμενα patches (πχ 16×16) μειώνοντας δραματικά την 

υπολογιστική ανάγκη, τα οποία μετατρέπονται σε διανύσματα και στην συνέχεια 

τροφοδοτούνται στο μοντέλο με τον ίδιο τρόπο όπως τα tokens σε μία πρόταση. Τα 

ViTs χρησιμοποιούν τον μηχανισμό προσοχής, για να δείξουν την σχέση μεταξύ 

όλων των patches ανεξάρτητα με το αν γειτνιάζουν μεταξύ τους. Με αυτόν τον τρόπο 

το μοντέλο κατανοεί όλη τη δομή της εικόνας. Παρακάτω παρουσιάζεται σχηματικά 

πως λειτουργεί ένα τυπικό μοντέλο ViTs: 

 

Σχήμα 3: Σχηματική παρουσίαση ενός τυπικού Vision Transformer μοντέλου και δίπλα ο αποκωδικοποιητής    όπως 

παρουσιάστηκε σε προηγούμενο σχήμα. [19] 
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3.3 CNNs vs Transformers 
 

Συγκρίνοντας τις δύο βασικές αρχιτεκτονικές που αναλύθηκαν στις παραπάνω 

υποενότητες παρατηρούνται ορισμένες σημαντικές διαφορές. Από την μία τα CNNs 

εξάγουν τοπικά χαρακτηριστικά χτίζοντας ιεραρχικά αναπαραστάσεις αναλύοντας 

ξεχωριστά τα δεδομένα της εικόνας, ενώ οι Μετασχηματιστές μέσω του μηχανισμού 

προσοχής μπορούν και επεξεργάζονται πληροφορίες από όλη την εικόνα με 

αποτέλεσμα να βρίσκουν πιο αποδοτικά μακρινές συσχετίσεις. Τα CNNs είναι 

ιδιαίτερα αποτελεσματικά σε τοπικές συσχετίσεις έχοντας μικρότερο υπολογιστικό 

κόστος. Αντίθετα οι Μετασχηματιστές απαιτούν μεγαλύτερη υπολογιστική ισχύ και 

περισσότερα δεδομένα εκπαίδευσης αλλά επιτυγχάνουν καλύτερη απόδοση σε 

μεγάλης κλίμακας προβλήματα. Και οι δύο αρχιτεκτονικές αξιοποιούνται με πολλές 

υλοποιήσεις να συνδυάζουν στοιχεία και από τις δύο για την βελτίωση της ακρίβειας 

και της αποδοτικότητας [20]. 

3.4 Αρχιτεκτονική μοντέλων και κριτήρια επιλογής 
 

Στην παρούσα ενότητα παρουσιάζονται τα μοντέλα βαθιάς μάθησης που επιλέχθηκαν 

για την ανίχνευση, παρακολούθηση και τμηματοποίηση των πεζών στο βίντεο. Για 

κάθε μοντέλο παρουσιάζεται η αρχιτεκτονική του, η εξέλιξη του και η χρήση του για 

την ανάλυση που διεξήχθη. Παράλληλα παρατίθενται και τα κριτήρια που οδήγησαν 

στην επιλογή των συγκεκριμένων μοντέλων. 

3.4.1 YOLO-WORLD 

 

Η σειρά μοντέλων YOLO ( You Only Look Once) αποτελούν μία αρχιτεκτονική 

Συνελικτικών Νευρωνικών Δικτύων και χρησιμοποιήθηκαν στην όραση υπολογιστών 

για την ανίχνευση αντικειμένων από εικόνες. Το πρώτο μοντέλο της σειράς 

παρουσιάστηκε για πρώτη φορά το 2016 από τον Joseph Redmon et al. Στην εργασία 

τους “You Only Look Once: Unified, Real-Time Object Detection” [21]. Με αυτό το 

μοντέλο έγινε η εισαγωγή στην ιδέα της ενιαίας παρακολούθησης αντικειμένων σε 

πραγματικό χρόνο αντικαθιστώντας τις σταδιακές διαδικασίες ανίχνευσης. Με τα 

μοντέλα YOLO μετατράπηκε η ανίχνευση αντικειμένων σε πρόβλημα 

παλινδρόμησης προβλέποντας άμεσα θέσεις (bounding boxes) στα αντικείμενα και 
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χαρακτηρίζοντας την κατηγορία τους με ένα ενιαίο πέρασμα (single forward pass). 

Με αυτόν τον τρόπο κατάφερε να εξάγει γρηγορότερα αλλά με σχετικά μικρότερη 

ακρίβεια αποτελέσματα ανίχνευσης από παραδοσιακά μοντέλα που χρησιμοποιούσαν 

αρχιτεκτονική R-CNN που απαιτούσαν πολλαπλά στάδια επεξεργασίας [22]. 

 

 

 

 

 

Στο παραπάνω σχήμα παρουσιάζεται ο τρόπος με τον οποίο ανιχνεύονται τα διάφορα 

αντικείμενα σε μία εικόνα. Αρχικά το μοντέλο αλλάζει το μέγεθος της εικόνας και 

στην συνέχεια εφαρμόζει μία αρχιτεκτονική CNN. Τέλος επειδή το δίκτυο μπορεί να 

ανιχνεύσει περισσότερα από ένα κουτιά για κάθε αντικείμενο κρατάει το κουτί με την 

μεγαλύτερη βαθμολογία εμπιστοσύνης. 

 

Με την πάροδο του χρόνου η οικογένεια των μοντέλων YOLO αναπτύχθηκε 

βγάζοντας καινούριες ανανεωμένες εκδόσεις του YOLO όπως αυτές του YOLOv2, 

YOLOv3 που κατάφεραν να βελτιώσουν την ακρίβεια και την ικανότητα ανίχνευσης 

των αντικειμένων στις εικόνες και του YOLOv4 στο οποίο έγινε εισαγωγή τεχνικών 

όπως το CSPNET( Cross Stage Partial Network) και το Mosaic Data Augmentation, 

που κατάφεραν να συνδυάσουν λιγότερο χρόνο υπολογισμού και κατανάλωση 

μνήμης με καλύτερη ακρίβεια αποτελεσμάτων στην ανίχνευση [23]. Μέχρι και 

σήμερα η οικογένεια YOLO έχει βγάλει 12 μοντέλα (YOLO,YOLOv2…, YOLOv12) 

μαζί με άλλα δύο μοντέλα το YOLO-NAS και το YOLO-World. Παρακάτω 

παρουσιάζεται ένα σχήμα που συγκρίνει την έκδοση YOLOv11 με προηγούμενες. 

 

Σχήμα 4: Το σύστημα ανίχνευσης του μοντέλου YOLO [21] 
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Στο Παραπάνω σχήμα παρουσιάζεται η σύγκριση που έχει πραγματοποιηθεί στην 

έκδοση του YOLOV11 μοντέλου με προηγούμενες εκδόσεις. Η σύγκριση 

πραγματοποιήθηκε χρησιμοποιώντας την κάρτα γραφικών GPU NVIDIA T4 

TensorRT10 FP16 στο σύνολο δεδομένων COCO. Όπως παρατηρείται το μοντέλο 

YOLOV11 υπερέχει σε σχέση με τις προηγούμενες εκδόσεις σε ισορροπία ακρίβειας 

και ταχύτητας επεξεργασίας. Αυτό δείχνει την ραγδαία ανάπτυξη που υπήρξε μέσα 

στην οικογένεια των μοντέλων YOLO μέσα σε λίγα χρόνια. Από τα προηγούμενα 

μοντέλα που αναφέρθηκαν θα γίνει εκτενέστερη αναφορά στο μοντέλο YOLO-World 

το οποίο χρησιμοποιήθηκε στα αρχικά στάδια του πειράματος ως μοντέλο ανίχνευσης 

των πεζών. 

 

Το μοντέλο YOLO-World αποτελεί μία σύγχρονη έκδοση της οικογένειας YOLO που 

έχει ως στόχο να επεκτείνει τις δυνατότητες ανίχνευσης των αντικειμένων σε μια 

εικόνα, πέρα από το προκαθορισμένο σύνολο κατηγοριών πάνω στο οποίο έχει 

εκπαιδευτεί το μοντέλο. Σε σχέση με τις διάφορες εκδόσεις YOLO τα οποία μπορούν 

να ανιχνεύσουν αντικείμενα μόνο μέσα από τις κατηγορίες στις οποίες έχουν 

εκπαιδευτεί, το YOLO-World είναι σε θέση να ανιχνεύει αντικείμενα χωρίς να έχει 

χρειαστεί προηγουμένως να γίνει εκπαίδευση πάνω στην συγκεκριμένη κατηγορία. 

Αυτό πραγματοποιήθηκε με την εισαγωγή της έννοιας της ανίχνευσης ανοικτού 

Σχήμα 5: Συγκριτική αξιολόγηση του YOLOv11 με προηγούμενες εκδόσεις [42] 
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λεξιλογίου (open-vocabulary detection), κατά την οποία μπορεί να εντοπίζει 

αντικείμενα που περιγράφονται μέσω κειμένου χωρίς να απαιτείται νέα εκπαίδευση. 

Η αρχιτεκτονική του YOLO-World μοντέλου διατηρεί τη βασική δομή της 

οικογενείας YOLO και στηρίζεται σε CNN για την εξαγωγή χαρακτηριστικών. Πιο 

συγκεκριμένα το μοντέλο πατάει πάνω στην αρχιτεκτονική το YOLOv8 και 

χρησιμοποιεί ανίχνευση ανά κεφάλι (anchor-free detection head) με την οποία 

προβλέπει κέντρα και αποστάσεις για τα κουτιά (bounding boxes) κάτι που το 

καθιστά πιο ευέλικτο για νέες κατηγορίες στις οποίες δεν έχει πραγματοποιηθεί 

εκπαίδευση. Επιπλέον χρησιμοποιεί κωδικοποιητή κειμένου (text encoder) που είναι 

υπεύθυνος για την μετατροπή των λέξεων και τις περιγραφές αντικειμένων σε 

διανύσματα (embeddings), ώστε στη συνέχεια αυτά να μπορούν να συγκριθούν με τα 

οπτικά χαρακτηριστικά που εξάγονται από το CNN του YOLO. Ο κωδικοποιητής που 

χρησιμοποιεί το WOLO-World μοντέλο είναι το CLIP (Contrastive Language- Image 

Pretrained) της OpenAI [24], [25]. 

 

 

Στην παραπάνω εικόνα παρουσιάζεται σχηματικά πως λειτουργεί το μοντέλο CLIP. 

Αρχικά στο δίκτυο ο κωδικοποιητής κειμένου (CLIP) που είναι αρχιτεκτονικής 

transformer δίνει σε διανυσματική μορφή το κείμενο. Με τον ίδιο τρόπο και ο 

κωδικοποιητής εικόνας (Image Encoder) μετατρέπει την εικόνα σε διανυσματική 

Σχήμα 6 Σχηματικός τρόπος λειτουργίας του CLIP [24] 
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μορφή. Έτσι υπολογίζεται ένας πίνακας ομοιότητας με στόχο να εξαχθούν τα 

ζευγάρια (εικόνα-κείμενο) με μεγάλη ομοιότητα. Στην στη συνέχεια για να 

δημιουργηθεί ένας ταξινομητής πάνω σε ένα σύνολο δεδομένων οι ετικέτες των 

κλάσεων μετατρέπονται σε περιγραφές κειμένου ώστε να παραχθούν τα διανύσματα. 

Στο τελευταίο στάδιο της διαδικασίας, μια νέα εικόνα κωδικοποιείται σε διανύσματα 

και συγκρίνεται με τα διανύσματα που προέκυψαν από τις κλάσεις. Η κλάση με την 

μεγαλύτερη ομοιότητα δίνει την τελική πρόβλεψη. Με αυτόν τον τρόπο λειτουργεί το 

μοντέλο CLIP και μπορεί να αναγνωρίζει αντικείμενα για τα οποία το μοντέλο δεν 

έχει εκπαιδευτεί πάνω στις συγκεκριμένες κλάσεις των αντικειμένων [24]. 

 

Η σημαντικότερη συνεισφορά του μοντέλου YOLO-World είναι ότι συνδυάζει την 

ταχύτητα και την απόδοση των YOLO μοντέλων με την ευελιξία που παρέχουν οι 

τεχνικές του ανοιχτού λεξιλογίου. Στο παρακάτω σχήμα παρουσιάζεται η 

αρχιτεκτονική του μοντέλου. 

 

 

 

 

Σχήμα 7: Αρχιτεκτονική του μοντέλου YOLO-World [25]. 
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3.4.2: OWLv2 

 

Το μοντέλο OWL-ViT (Vision Transformer for Open-World Localization) 

παρουσιάστηκε για πρώτη φορά το 2022 από την Google Research [26]. Αποτέλεσε 

μία από τις πρώτες προσπάθειες να συνδυαστεί η αρχιτεκτονική των 

Μετασχηματιστών με τις μεθόδους ανίχνευσης ανοιχτού λεξιλογίου. Σε αντίθεση με 

τα παραδοσιακά μοντέλα ανίχνευσης, όπως το μοντέλο YOLO-World έτσι και το 

OWL-ViΤ δεν περιορίζει την ανίχνευση σε συγκεκριμένο σύνολο δεδομένων (πχ 

COCO). Αυτό του επιτρέπει να αναγνωρίζει αντικείμενα με βάση περιγραφές που 

γίνονται με φυσική γλώσσα. Η προσέγγιση αυτή επηρεάστηκε άμεσα από το μοντέλο 

CLIP [24], το οποίο συνέδεσε εικόνες και κείμενο σε έναν κοινό χώρο 

αναπαράστασης (joint embedded space).  

 

 

Όπως παρουσιάζεται και στο παραπάνω σχήμα το μοντέλο αποτελείται από έναν 

κωδικοποιητή εικόνας και έναν κειμένου, οι οποίοι είναι και οι δύο βασισμένοι σε 

αρχιτεκτονική Μετασχηματιστών. Αρχικά το μοντέλο προ-εκπαιδεύεται με ζευγάρια 

εικόνας-κειμένου και στην συνέχεια αντί να προβλέπει κλάσεις όπως ένας 

παραδοσιακός ανιχνευτής δημιουργεί προτάσεις περιοχών (bounding boxes). Τα 

διανύσματα που δημιουργούνται από τον κωδικοποιητή εικόνας και από αυτόν του 

κειμένου συγκρίνονται. Αν μία περιοχή της εικόνας ταιριάζει πολύ με τη γλωσσική 

περιγραφή που του έχει δοθεί το μοντέλο την αναγνωρίζει ως αυτό το αντικείμενο.  

Σχήμα 8: Σχηματική αναπαράσταση του μοντέλου OWL-ViT [26] 
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Το μοντέλο OWLv2 [27] αποτελεί εξέλιξη του OWL-ViT και προτάθηκε το 2023 με 

στόχο την βελτιστοποίηση της ακρίβειας και αποδοτικότητας στην ανίχνευση 

αντικειμένων. Το μοντέλο χρησιμοποιεί μεγαλύτερους και πιο αποδοτικούς 

Μετασχηματιστές όρασης. Σε σχέση με το OWL-ViT που χρησιμοποιεί για την 

ευθυγράμμιση εικόνας-κειμένου τύπου CLIP μοντέλο, το OWLv2 ενσωματώνει 

βελτιωμένους μηχανισμούς προσοχής (cross attention και contrastive alignment). 

Όπως και το OWL-VIT έτσι και το OWLv2 χρησιμοποιεί για Μετασχηματιστή 

ανίχνευσης (DETR). Στο παρακάτω σχήμα παρουσιάζεται ο τρόπος λειτουργίας του 

μοντέλου OWLv2. 

 

 

 

 

 

 

 

 

 

 

 

 

  

 

 

Όπως φαίνεται στο σχήμα, το μοντέλο αρχικά παράγει διαδοχικούς συνδυασμούς 

λέξεων και χρησιμοποιώντας τον Μετασχηματιστή OWL-ViT εντοπίζει σε πιο μέρος 

της εικόνας αντιστοιχεί κάθε περιγραφή που δόθηκε, δίνοντας τελικά κουτιά με 

αυτόματες ετικέτες. Στην συνέχεια οι εικόνες που δόθηκαν με τις ψευδο-ετικέτες( 

Pseudo-annotated) περνάνε στο μοντέλο OWLv2, όπου και εκπαιδεύονται με την ίδια 

συνάρτηση κόστους που χρησιμοποιεί και το OWL-ViT. Σε επόμενο και τελικό 

στάδιο μπορεί να γίνει βελτίωση εκπαιδεύοντας το μοντέλο σε ένα πιο συγκεκριμένο 

σύνολο δεδομένων. Αυτό μπορεί να είναι ένα προϋπάρχων σύνολο ή ένα σύνολο που 

Σχήμα 9: Σχηματική αναπαράσταση τρόπου λειτουργίας του μοντέλου OWLv2 



[32] 

 

δημιουργήθηκε για μία συγκεκριμένη εργασία. Με αυτόν τον τρόπο βελτιώνεται σε 

μεγαλύτερο βαθμό η επίδοση του μοντέλου σε κατηγορίες που υπάρχουν σε 

πραγματικά σύνολα δεδομένων. 

Η κύρια βελτίωση του OWLv2 είναι ότι χρησιμοποιεί βελτιωμένες τεχνικές 

εκπαίδευσης και μηχανισμούς προσοχής με αποτέλεσμα να επιφέρει καλύτερη 

επίδοση σε σύνολα δεδομένων όπως το COCO. 

Στην παρούσα εργασία το OWLv2 χρησιμοποιείται για την ανίχνευση πεζών και την 

εξαγωγή bounded boxes καθώς μπορεί να ανιχνεύει πεζούς οι οποίοι παρουσιάζουν 

διαφορετικά χαρακτηριστικά στον χώρο.  

 

3.4.3: SAM2- FastSAM (Segment Anything Models) 

 

Το Segment Anything Model (SAM) [28] προτάθηκε για πρώτη φορά το 2023 από 

την META AI και αποτελεί το πρώτο θεμελιώδες μοντέλο για γενικευμένη 

τμηματοποίηση αντικειμένων. Το μοντέλο λειτουργεί με τέτοιον τρόπο ώστε να 

μπορεί να κάνει τμηματοποίηση (segmentation) για οποιοδήποτε αντικείμενο σε 

οποιαδήποτε εικόνα χωρίς να έχει προηγηθεί εκπαίδευση πάνω σε αυτό. Για να 

επιτευχθεί αυτός ο στόχος οι ερευνητές δημιούργησαν ένα τεράστιο σύνολο 

δεδομένων SA-1B (Segment Anything-1 Billion) που αποτελείται από 11 

εκατομμύρια εικόνες και 1 δισεκατομμύριο μάσκες.  

Η αρχιτεκτονική του μοντέλου αποτελείται από τρία βασικά μέρη. Ένας 

Κωδικοποιητή εικόνας που βασίζεται σε Μετασχηματιστή όρασης. Όπως και στα 

προηγούμενα μοντέλα ο κωδικοποιητής παράγει υψηλής διάστασης διανύσματα που 

περιέχουν χωρικές και σημασιολογικές πληροφορίες για την εικόνα και θα 

αξιοποιηθούν στην συνέχεια για την παραγωγή μασκών. Επιπλέον υπάρχει ένας 

κωδικοποιητής προτροπών (prompt encoder). Ο χρήστης μπορεί να βάλει στο 

σύστημα προτροπές με διάφορους τρόπους (πχ με σημείο πάνω σε ένα αντικείμενο, 

με ορθογώνια κουτιά, με μάσκες ή και με γλωσσική περιγραφή). Στην συνέχεια ο 

κωδικοποιητής μετατρέπει και αυτή την πληροφορία σε διανύσματα για να την 

καταλάβει το μοντέλο και να την επεξεργαστεί. Τέλος περιέχει και έναν 

αποκωδικοποιητή μασκών (mask decoder), ο οποίος συνδυάζει την πληροφορία από 

τους δύο προηγούμενους κωδικοποιητές και σε τελική ανάλυση παράγει ένα σύνολο 

μασκών για τα αντικείμενα που ζητήθηκαν από τον χρήστη. Μαζί με τις 
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προβλεπόμενες μάσκες το μοντέλο δίνει και έναν βαθμό εμπιστοσύνης για την κάθε 

μάσκα. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Αναφορικά με την λειτουργία του, αρχικά ο χρήστης ή ένα άλλο σύστημα δίνει 

προτροπές στο μοντέλο με έναν από τους παραπάνω τρόπους που αναφέρθηκαν. Το 

SAM με την βοήθεια του κωδικοποιητή εικόνας παράγει διανύσματα για να εξάγει 

χαρακτηριστικά της εικόνας και τέλος με την χρήση του αποκωδικοποιητή μασκών 

γίνεται η παραγωγή μασκών των αντικειμένων. Με αυτόν τον τρόπο μπορεί κανείς να 

τμηματοποιήσει διάφορα αντικείμενα μέσα στην ίδια εικόνα χωρίς να χρειαστεί νέα 

εκπαίδευση. Παρακάτω παρουσιάζεται σχηματική η λειτουργία του μοντέλου: 

 

 

Σχήμα 10: Η Βασική αρχιτεκτονική του μοντέλου SAM[28] 

Σχήμα 11: Σχηματική αναπαράσταση του μοντέλου[28] 
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Το Segment Anything Model 2 (SAM2) [29] παρουσιάστηκε ως η εξέλιξη του SAM 

με βασικό στόχο τη βελτίωση σε θέματα απόδοσης και ταχύτητας στην παραγωγή 

μασκών στις εικόνες αλλά και την παραγωγή μασκών σε δυναμικές σκηνές. Ενώ το 

SAM μπορούσε να παράγει μάσκες μόνο σε στατικές εικόνες το SAM2 ενσωματώνει 

στο σύστημα του και χωρική πληροφορία με αποτέλεσμα να μπορεί να κάνει 

παρακολούθηση αντικειμένων και τμηματοποίηση σε βίντεο (video segmentation). Η 

αρχιτεκτονική του SAM2 ακολουθεί στη βασική του δομή αυτή του SAM, ωστόσο 

για να μπορεί να πραγματοποιήσει τμηματοποίηση σε βίντεο, έχει προστεθεί σε αυτό 

ένας μηχανισμός προσοχής που επιτρέπει στο μοντέλο να συνδυάζει πληροφορίες 

από το τρέχον και τα προηγούμενα καρέ. Το μοντέλο ανατρέχει στην μνήμη του για 

να δει τι σχέση υπάρχει μεταξύ των διανυσματικών δεδομένων των προηγούμενων 

καρέ με αυτά του τωρινού καρέ. Αυτές οι πληροφορίες καταγράφονται στην τράπεζα 

μνήμης. Στα επόμενα καρέ ο μηχανισμός προσοχής χρησιμοποιεί την τράπεζα μνήμης 

για να συγκρίνει τα παλιά διανύσματα με τα καινούργια. Αυτό έχει ως αποτέλεσμα το 

μοντέλο να μπορεί να παρακολουθεί ένα αντικείμενο στον χρόνο ακόμα και αν σε 

αυτό αλλάζουν ορισμένα από τα βασικά χαρακτηριστικά του, όπως το σχήμα και το 

μέγεθος. Στo επόμενo σχήμα παρουσιάζονται οι βασικοί μηχανισμοί και η 

αρχιτεκτονική του SAM2: 

 

 

Εκτός από την εκπαίδευση του μοντέλου πάνω στο σύνολο δεδομένων SA-1B το 

SAM2 εκπαιδεύτηκε και στο σύνολο δεδομένων SA-V (Segment Anything-Video) το 

οποίο περιέχει 35.5 εκατομμύρια μάσκες από 50900 βίντεο. Στην παρακάτω εικόνα 

Σχήμα 12: Σχηματική αναπαράσταση της αρχιτεκτονικής του SAM2 [29] 
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παρουσιάζεται το αποτέλεσμα του μοντέλου σε 3 διαφορετικά βίντεο από το σύνολο 

δεδομένων SA-V: 

 

 

Το SAM2 συγκριτηκά με το SAM είναι πιο αποτελεσματικό και 6 φορές πιο γρήγορο 

από το SAM. Ωστόσο παρά τις μεγάλες του δυνατότητες το μοντέλο χρειάζεται 

εξαιρετικά μεγάλους υπολογιστικούς πόρους για την λειτουργία του.  

To FastSAM (Fast Segment Anything Model) [30], προτάθηκε για πρώτη φορά το 

2023 ως μία πιο γρήγορη και ταυτόχρονα αποδοτική έκδοση του SAM. Επειδή το 

SAM μοντέλο χρειαζόταν αρκετούς υπολογιστικούς πόρους GPU δημιούργησαν ένα 

μοντέλο βασισμένο πάνω σε αυτό αλλά πολύ πιο γρήγορο. Πιο συγκεκριμένα το 

FastSAM εκπαιδεύτηκε σε ένα μικρό ποσοστό του συνόλου δεδομένων SA-1B (1/50) 

πετυχαίνοντας 50 φορές πιο γρήγορη τμηματοποίηση εικόνων. Στο παρακάτω σχήμα 

παρουσιάζεται η διαφορά των δύο μοντέλων στην ταχύτητα χρησιμοποιόντας στην 

συγκεκριμένη περίπτωση μία κάρτα γραφικών GeForce RTX 3090: 

Εικόνα 1: Παρακολούθηση αντικειμένων με χρονική διαφορά 1 δευτερολέπτου[29] 
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Η σημαντικότερη διαφορά στην αρχιτεκοκτονική του FastSAM και του SAM είναι 

ότι στο πρώτο η εικόνα περνάει από ένα CNN που βασίζεται στο YOLOv8 μοντέλο 

και όχι σε ViT-huge όπως στο SAM. Με αυτή τη διαφορά κερδίζει σημαντικά σε 

υπολογιστικό κόστος. Αναλυτικότερα το μοντέλο μετά το πέρασα της εικόνας από το 

CNN χρησιμοποιεί ένα Δίκτυο Πυραμίδας Χαρακτηριστικών (Feature Pyramid 

Network) για την εξαγωγή χαρακτηριστικών σε διάφορα επίπεπα (P3,P4,P5). Με 

αυτόν τον τρόπο το μοντέλο επιτυνχάνει αποτελεσματική ανίχνευση αντικειμένων 

διαφόρων μεγεθών. Έπειτα τα χαρακτηριστικά που εξάγωνται από τα επίπεδα 

εισέρχονται σε δύο κλάδους. Στον έναν κλάδο χρησιμοποιούνται για την δημιουργία 

συντελεστών που θα βοηθήσουν στην κατασκευή μασκών (mask coefficients) και 

στον άλλο κλάδο για την ανίχνευση των αντικειμένων. Στην συνέχεια στον κλάδο 

μάσκας με την βοήθεια του ProtoNet (Prototypical Network) [31] o οποίος 

χρησιμοποιείται για την παραγωγή πρότυπων μασκών, γίνεται η αντιστοίχιση των 

πρότυπων μασκών με τους συντελεστές για την δημιουργία των τελικών μασκών. Στο 

επόμενο στάδιο οι μάσκες περνάνε μία διαδικασία καθαρισμού (Non Maximum 

Suppression, cropping και thresh holding) κατά το οποίο αφαιρούνται οι 

επικαλυπτόμενες ανιχνεύσεις. Σε τελικό στάδιο όπως και το SAM έτσι και το 

FastSAM αποτελείται από έναν κωδικοποιητή εικόνας που μετατρέπει την εικόνα σε 

διανυσματική μορφή και έναν κωδικοποιητή κειμένου βασισμενο στο μοντέλο CLIP. 

Ωστόσο το μοντέλο δέχεται και άλλους τύπους prompt όπως σημεία και κουτιά 

δίνοντας στον χρήστη να επιλέξει ποιο τμήμα της εικόνας θέλει να τμηματοποιηθεί. 

Παρακάτω παρουσιάζεται σχηματικά η αρχιτεκτονική του FastSAM: 

Σχήμα 14: Διαφορά ταχύτητας τμηματοποίησης των μοντέλων SAM και FastSAM[30] 
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Με την αρχιτεκτονική του, το FastSAM καταφέρνει να συνδυάσει την ταχύτητά και 

την ελαφριά δομή ενός CNN με την ευελιξία που παρέχουν στον χρήστη οι 

προτροπές για γενικευμένη τμηματοποίηση. 

Στην παρούσα εργασία, τόσο το FastSAM όσο και το SAM2 χρησιμοποιήθηκαν για 

την εξαγωγή μασκών στους πεζούς στα καρέ με τελικό σκοπό την παρακολούθησή 

τους κατά την διάρκεια του βίντεο. 

 

 

 

 

 

 

Σχήμα 15: Σχηματική αναπαράσταση της αρχιτεκτονικής του FastSAM[30] 
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Κεφάλαιο 4: Προτεινόμενη Μεθοδολογία  

 
Στο παρόν κεφάλαιο περιγράφεται η μεθοδολογία που ακολουθήθηκε για την 

ανίχνευση και παρακολούθηση των πεζών σε βίντεο, καθώς και για την εξαγωγή 

χωρικών και στατιστικών χαρακτηριστικών. Αρχικά παρουσιάζεται η συνολική ροή 

του συστήματος και η σύνδεση των μοντέλων που χρησιμοποιήθηκαν. Στην συνέχεια 

αναλύονται τα δεδομένα εισόδου, οι τεχνικές επεξεργασίας που ακολουθήθηκαν και 

οι ρυθμίσεις του υπολογιστικού περιβάλλοντος. Ιδιαίτερη έμφαση δίνεται στον τρόπο 

με τον οποίο συνδυάστηκαν τα επιμέρους μοντέλα μεταξύ τους (YOLO-World, 

OWLv2, FastSAM, SAM2), καθώς και στις τεχνικές επεξεργασίας που 

εφαρμόστηκαν για την βελτίωση της ποιότητας των αποτελεσμάτων. Έπειτα 

ακολουθεί η παρουσίαση της διαδικασίας με την οποία εξήχθηκαν τα χωρικά 

χαρακτηριστικά όπως οι αποστάσεις μεταξύ των πεζών η πυκνότητα και η κατανομή 

τους στον χώρο.  

4.1 Περιγραφή εργασιών 
 

Στην παρούσα εργασία γίνεται προσπάθεια για μία ολοκληρωμένη επεξεργασία 

βίντεο το οποίο συνδυάζει σύγχρονα μοντέλα βαθιάς μάθησης για την ανίχνευση, 

τμηματοποίηση και παρακολούθηση των πεζών με στόχο την εξαγωγή χωρικών και 

στατιστικών χαρακτηριστικών. Το πλαίσιο εργασιών δημιουργήθηκε με τρόπο ώστε 

να δέχεται ως δεδομένα τα καρέ του βίντεο και στην συνέχεια να εξάγει ως 

αποτέλεσμα την προβλεπόμενη ανίχνευση. Στην συνέχεια με διάφορα scripts που 

αναπτύχθηκαν έγινε η παραγωγή στατιστικών που αφορούν την συμπεριφορά των 

πεζών.  
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4.1.1 Γενική ροή επεξεργασίας 

 

Η γενική ροή του συστήματος που αναπτύχθηκε αποτελείται από τα εξής βήματα: 

1. Είσοδος του βίντεο και εξαγωγή των καρέ → Σε αρχικό στάδιο το βίντεο 

μετατρέπεται σε καρέ για να είναι δυνατή η επεξεργασία πάνω σε αυτά. 

2. Ανίχνευση (Detection) → Σε αυτό το στάδιο χρησιμοποιούνται τα μοντέλα 

ανίχνευσης που αναλύθηκαν προηγούμενος (YOLO-World, OWLv2) για τον 

εντοπισμό των πεζών στα καρέ. Το αποτέλεσμα της ανίχνευσης των μοντέλων 

είναι τα bounding boxes με τους βαθμούς εμπιστοσύνης για το καθένα. 

3. Τμηματοποίηση (Segmentation) → Αφού έγινε η εξαγωγή των bounding 

boxes, χρησιμοποιούνται τα μοντέλα FastSAM και SAM2 για να γίνει η 

τμηματοποίηση των πεζών με στόχο την καλύτερη γεωμετρική αναπαράστασή 

τους. 

4. Παρακολούθηση (tracking) → Με την χρήση των μοντέλων που 

χρησιμοποιήθηκαν για την τμηματοποίηση με τους μηχανισμούς που 

διαθέτουν, όπως οι μηχανισμοί μνήμης του SAM2 (memory attention, 

memory bank), πραγματοποιείται η αντιστοίχηση των ίδιων πεζών μεταξύ 

διαδοχικών καρέ. 

5. Εξαγωγή χαρακτηριστικών → Αφού ολοκληρώθηκε η παρακολούθηση των 

πεζών στην συνέχεια υπολογίζονται οι αποστάσεις των πεζών μεταξύ τους. 

Σχήμα 16: Γενικό διάγραμμα ροής  επεξεργασίας 

συστήματος 
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Υπολογίστηκε η ελάχιστη η μέση και η μέγιστη απόσταση και η χωρική 

πυκνότητα (πλήθος πεζών ανά μονάδα επιφάνειας). 

6. Ανάλυση δεδομένων → Σε τελικό στάδιο τα αποτελέσματα αποθηκεύονται 

και στην συνέχεια πραγματοποιείται η οπτικοποίησή τους. 

4.1.2 Σύνδεση παρακολούθησης, τμηματοποίησης και ανίχνευσης πεζών 

 

Η ροή επεξεργασίας είναι σχεδιασμένη με τέτοιο τρόπο ώστε το ένα υποσύστημα να 

τροφοδοτεί το επόμενο.  

Ανίχνευση (Detection): 

Αρχικά η ανίχνευση που πραγματοποιείται με τα μοντέλα YOLO-World και OWLv2 

εντοπίζουν τους πεζούς στα καρέ του βίντεο. Το αποτέλεσμα αυτής της διαδικασίας 

είναι ένα σύνολο από ορθογώνια κουτιά μαζί με τους αντίστοιχους βαθμούς 

εμπιστοσύνης. 

Τμηματοποίηση (Segmentation): 

Στην συνέχεια μέσα σε κάθε ορθογώνιο κουτί εφαρμόζονται τα μοντέλα FastSAM 

και SAM2 με σκοπό την παραγωγή πιο ακριβών μασκών για κάθε πεζό. Οι μάσκες 

προσφέρουν πληρέστερη πληροφορία σε σχέση με τα ορθογώνια πλαίσια, καθώς με 

αυτά περιγράφεται καλύτερα η γεωμετρία των πεζών. Αυτό είναι σημαντικό ειδικά σε 

περιοχές κατά τις οποίες υπάρχει επικάλυψη ή γενικότερα βρίσκονται αρκετά κοντά 

μεταξύ τους οι πεζοί αφού με αυτόν τον τρόπο μειώνεται η πιθανότητα σύγχυσης. 

Παρακολούθηση (Tracking): 

Τέλος, με τα δύο μοντέλα που έγινε η τμηματοποίηση πραγματοποιείται και στην 

συνέχεια η παρακολούθηση των πεζών. Πιο συγκεκριμένα με το SAM2 το οποίο έχει 

ενσωματωμένο και στο σύστημά του μηχανισμό παρακολούθησης, κάθε πεζός που 

ανιχνεύεται μπορεί στην συνέχεια να συνδεθεί με την αντίστοιχη μάσκα του στα 

επόμενα καρέ. Με αυτόν τον τρόπο το σύστημα μπορεί και διατηρεί την ταυτότητα 

του ίδιου ατόμου στα διαδοχικά καρέ του βίντεο. 

Η διαδικασία του συστήματος μπορεί έτσι να έχει συνοχή. Τα ορθογώνια κουτιά 

δημιουργούν το πλαίσιο εντοπισμού, οι μάσκες το τελειοποιούν και η ανίχνευση 

ολοκληρώνει την διαδικασία διατηρώντας την χρονική πληροφορία. Το αποτέλεσμα 

της ροής εργασίας είναι η δυναμική κατανόηση της κίνησης των πεζών μέσα στον 

χώρο. 
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4.1.3 Παραγωγή τελικών χαρακτηριστικών 

 

Αφού ολοκληρωθεί η διαδικασία ανίχνευσης, τμηματοποίησης και παρακολούθησης 

των πεζών στα καρέ του βίντεο, το επόμενο στάδιο αφορά την εξαγωγή των 

χαρακτηριστικών των πεζών τα οποία δείχνουν την συμπεριφά τους στον χώρο και 

στον χρόνο. Τα χαρακτηριστικά αυτά αποτελούν το βασικό αντικείμενο μελέτης της 

διπλωματικής εργασίας και προκύπτουν έμεσα από τα αποτελέσματα του συστήματος 

που δημιουργήθηκε. 

Υπολογισμός κεντροειδών: 

Για κάθε πεζό που έχει ανιχνευθεί στο βίντεο, με βάση τα προβλεπόμενα κουτιά που 

έχουν παραχθεί για τον καθένα, υπολογίζεται το κεντροειδές του. Το κεντροειδές 

αποτελεί το σημείο αναφοράς των πεζών στο βίντεο και είναι η βάση πάνω στην 

οποία πραγματοποιήθηκαν οι υπολογισμοί των αποστάσεων και των χωρικών 

μετρήσεων.  

Υπολογισμός αποστάσεων πεζών: 

Με βάση τα κεντροειδή που προέκυψαν στο προηγούμενο στάδιο, γίνεται τώρα ο 

υπολογισμός των αποστάσεων για κάθε ζεύγος πεζών που ανιχνεύθηκαν στα καρέ 

του βίντεο. Από αυτές προκύπτουν οι ελάχιστες, οι μέγιστες και η μέση απόσταση 

των πεζών ανά καρέ. Αυτά τα μετρικά χαρακτηριστικά δίνουν πηροφορίες για το 

πόσο συγκεντρωμένοι ή απομακρυσμένοι είναι οι πεζοί στον χώρο. 

Χωρική Κατανομή και χάρτες θερμότητας: 

Για την καλύτερη κατανόηση και περιγραφή της κίνησης και συγκέντρωσης των 

πεζών στον χώρο κρίθηκε σκόπιμο να δημιουργηθεί ένας χάρτης θερμότητας που να 

απεικονίζει τις περιοχές με την μεγαλύτερη συγκέντρωση. Ο χάρτης θερμότητας 

προκύπτει από τα κεντροειδή των πεζών σε κάθε καρέ και παρέχουν μία οπτική 

απεικόνιση για του χώρους με μεγάλη και μικρή συγκέτρωση ατόμων. 

Σχήμα 17: Διάγραμμα ροής ανίχνευσης πεζών 
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Χωρική πυκνότητα: 

Η πυκνότητα ορίζεται ως το πλήθος των πεζών σε μία μονάδα επιφάνειας (πχ πεζοί 

ανά τετραγωνικό μέτρο). Ο υπολογισμός αυτός βασίζεται στον αριθμό των πεζών που 

έχουν ανιχνευθεί στα καρέ του βίντεο και στις διαστάσεις του καρέ. Με αυτόν τον 

τρόπο αξιολογείται η κατανομή των πεζών στο βίντεο.  

Με την παραπάνω διαδικασία εξασφαλίζεται ότι από τις χαμηλού εξόδου 

πληροφορίες του συστήματος (ορθογώνια κουτιά και μάσκες) μπορούν να παραχθούν 

υχηλού επιπέδου χωρικά χαρακτηριστικά που επεξηγούν και αναλύουν την 

συμπεριφορά των πεζών και την κίνησή τους. Αυτό έχει ως αποτέλεσμα να μπορούν 

να εξαχθούν και συμπεράσματα για την αξιολόγηση της ασφάλειας. Παρακάτω 

παρουσιάζονται σχηματικά τα αποτελέσματα: 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

4.2 Δεδομένα εισόδου 
 

Η προετοιμασία των δεδομένων εισόδου αποτελεί ένα σημαντικό κομμάτι για την 

επεξεργασία και το τελικό αποτέλεσμα της μεθοδολογίας που χρησιμοποιείται στην 

Σχήμα 18: Τυπικό διάγραμμα τελικών 

χαρακτηριστικών 
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παρούσα εργασία. Στο πλαίσιο της εργασίας αυτής ως δεδομένο εισόδου επιλέχθηκε 

βίντεο που προέρχεται από την δημοσιευμένη διδακτορική διατριβή του Γιώργου 

Κουσκουλή [32], κατά το οποίο καταγράφονται οι πεζοί στον εσωτερικό χώρο του 

εμπορικού κέντρου στην Αθήνα. 

 

4.2.1 Πηγή και μορφή δεδομένων 

 

Η Συλλογή των δεδομένων πραγματοποιήθηκε με την χρήση κάμερας σε 

υπερυψωμένο σημείο με ρυθμό καταγραφής 30 καρέ ανά δευτερόλεπτο. Στο 

συγκεκριμένο βίντεο η καταγραφή πραγματοποιήθηκε χωρίς να έχουν επίγνωση οι 

πεζοί, κάτι που βοηθάει στο να υπάρχουν φυσικές και ρεαλιστικές συνθήκες κίνησης 

των πεζών. Αυτό είναι ιδιαίτερα κατάλληλο και για την εξαγωγή συμπερασμάτων 

όσο αφορά την μελέτη των χωρικών χαρακτηριστικών των πεζών, όπως οι μεταξύ 

τους αποστάσεις. Το βίντεο είναι σε ψηφιακή μορφή διάρκειας 06:37 λεπτών με 

ανάλυση 640 ×480.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

4.2.2 Προεπεξεργασία δεδομένων 

 

Πριν την εφαρμογή των μοντέλων, το βίντεο μετατράπηκε σε ακολουθίες καρέ με 

σταθερό ρυθμό 33 καρέ ανά δευτερόλεπτο (fps) ώστε να είναι δυνατή η καρέ προς 

καρέ επεξεργασία. Για την εξαγωγή των καρέ από το βίντεο χρησιμοποιήθηκε το 

FFmpeg, που είναι ένα δωρεάν και ανοιχτού κώδικα λογισμικό σχεδιασμένο για την 

Εικόνα 1: Πρώτο καρέ του βίντεο  
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επεξεργασία αρχείων βίντεο και ήχου. Στο σύστημα τα καρέ εισέρχονται μέσα από 

φάκελο. Τα αρχικά καρέ του βίντεο ήταν συνολικά 11880, ωστόσο από αυτά 

χρησιμοποιήθηκαν μόνο τα 361 καθώς το υπολογιστικό κόστος για την επεξεργασία 

όλων των καρέ με τα μοντέλα που χρησιμοποιήθηκαν ήταν πολύ μεγάλο και το 

διαθέσιμο υπολογιστικό περιβάλλον δεν ήταν αρκετό.  

Για την παρούσα εργασία δεν εφαρμόστηκε χειροκίνητη κανονικοποίηση των 

δεδομένων εισόδου, καθώς τα ίδια τα μοντέλα με την zero-shot δομή ανίχνευσής τους 

,περιλαμβάνουν προκαθορισμένες τεχνικές με τις οποίες πραγματοποιείται η 

κανονικοποίηση. Πιο συγκεκριμένα τα μοντέλα OWLv2 και SAM2 χρησιμοποιούν το 

τυπικό σχήμα κανονικοποίησης της βάσης δεδομένων ImageNET [33], όπου οι τιμές 

των pixel μετατρέπονται σε εύρος τιμών [0,1] και στην συνέχεια κανονικοποιούνται 

με μέσους όρου και τυπικές αποκλίσεις ανά χρωματικό κανάλι [19]. Το FastSAM που 

βασίζεται σε αρχιτεκτονική τύπου YOLO έχει πιο απλή προεπεξεργασία και κάνει 

μόνο κανονικοποίηση τιμών από [0-255]→[0-1] [30]. Τέλος το Μοντέλο YOLO-

World που βασίζεται στην αρχιτεκτονική του YOLOv8 επανακλιμακώνει τις εικόνες 

σε σταθερή ανάλυση και έπειτα κανονικοποιεί τις τιμές τους από [0-255]→[0-1] [25].  

Επιπλέον γίνεται μετατροπή των εικόνων από BGR→RGB για να είναι συμβατές οι 

εικόνες με τα μοντέλα, καθώς αυτά έχουν εκπαιδευτεί σε εικόνες με μορφή RGB. 

Αναφορικά με την ποιότητα της ανίχνευσης των μοντέλων δοκιμάστηκαν 

διαφορετικά κατώφλια εμπιστοσύνης για τους ανιχνευτές αλλά και φιλτράρισμα στα 

εξαγόμενα κουτιά ώστε να απορριφτούν κουτιά που κάλυπταν μεγάλο μέρος της 

εικόνας και μείωναν αισθητικά αλλά και ποιοτικά τα αποτελέσματα της ανίχνευσης. 

Τα αποτελέσματα αποθηκεύονται ως ορθογώνια κουτιά και μάσκες. 

 

4.3 Ρυθμίσεις Εκτέλεσης  
 

Στην ενότητα αυτή γίνεται η ανάλυση του υλικού, των λογισμικών και των 

παραμέτρων που χρησιμοποιήθηκαν για την διεκπεραίωση του συστήματος. Έγινε 

προσπάθεια το τελικό σύστημα να μπορεί να αξιοποιηθεί και μετέπειτα από 

οποιονδήποτε χρήστη με την προϋπόθεση να χρησιμοποιηθούν οι ίδιες ρυθμίσεις και 

εκδόσεις των μοντέλων καθώς αυτά υπόκεινται σε συνεχής εξελίξεις. 
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4.3.1 Χρησιμοποιούμενο Λογισμικό 

 

Για την υλοποίηση της μεθοδολογίας χρησιμοποιήθηκε η γλώσσα προγραμματισμού 

python στο προγραμματιστικό περιβάλλον Google Colab. Σε αυτό το περιβάλλον 

προσφέρεται η δυνατότητα να αξιοποιηθεί η ελεύθερη πρόσβαση σε GPU (Graphics 

Processing Unit) της Google. Επιπλέον μέσα από το περιβάλλον, πραγματοποιείται 

εύκολα η διαχείριση των διαφόρων βιβλιοθηκών που χρησιμοποιήθηκαν στα 

συστήματα ανίχνευσης και παρακολούθησης πεζών. Το βασικό εργαλείο βαθιάς 

μάθησης για την υλοποίηση των αλγορίθμων είναι το Pytorch. Το Pytorch [34] είναι 

ένα πλαίσιο ανοιχτού κώδικα που δίνει την δυνατότητα δημιουργίας και εκπαίδευσης 

νευρωνικών δικτύων. Επιπλέον Οι Tranformers της Hugging Face [35] 

αξιοποιήθηκαν για την εύκολη φόρτωση και εκτέλεση του μοντέλου OWLv2. Για την 

επεξεργασία των εικόνων χρησιμοποιήθηκε αρχικά η βιβλιοθήκη OpenCV [36] για 

εργασίες όπως η ανάγνωση, η μετατροπή των χρωμάτων των εικόνων, και η 

οπτικοποίηση των αποτελεσμάτων. Παράλληλα χρησιμοποιήθηκε και η βιβλιοθήκη 

Pillow (PIL) [37] για την μετατροπή των εικόνων κατάλληλη για χρήση από τα 

Tranformers. Η βιβλιοθήκη NumPy [38] χρησιμοποιήθηκε για πράξεις σε πίνακες και 

μάσκες, η βιβλιοθήκη os [39] αξιοποιήθηκε για την διαχείριση αρχείων όπως η 

δημιουργία, η ανάγνωση και η αποθήκευση των φακέλων με τις τελικές μάσκες και η 

βιβλιοθήκη gdown [40] για το κατέβασα των βαρών των μοντέλων σε περιβάλλον 

Google drive. Τέλος στο πρόγραμμα ενσωματώθηκε και το πακέτο Ultralytics [41] 

για την χρήση και φόρτωση των μοντέλων YOLO-World και FastSAM. 

 

4.3.2 Υπολογιστικό Περιβάλλον 

 

Οι παραπάνω βιβλιοθήκες και τα εργαλεία χρησιμοποιήθηκαν στο προγραμματιστικό 

περιβάλλον του Google Colaboratory. Εκεί έγινε ενεργοποίηση της διαθέσιμης GPU 

T4 που προσφέρει η Google. Η T4 έχει επαρκή μνήμη για να υποστηρίξει 

τουλάχιστον επεξεργασία και ανάλυση στα 361 καρέ που επιλέχθηκαν από τα 

μοντέλα που χρησιμοποιήθηκαν. Η επιλογή συσκευής έγινε με την εντολή 

΄torch.cuda.is_available()΄ κατά την οποία επιλέγει χρήση της κάρτας γραφικών T4 

αν είναι διαθέσιμη. Η μνήμη RAM που παρέχει το Colab είναι επαρκής για την 

επεξεργασία των καρέ αλλά και για την εξαγωγή των αποτελεσμάτων. 
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4.3.3 Παράμετροι Εκπαίδευσης 

 

Στην παρούσα εργασία δεν πραγματοποιήθηκε δημιουργία μοντέλων ανίχνευσης και 

παρακολούθησης από το μηδέν αλλά αξιοποίηση ήδη υπάρχων προεκπαιδευμένων 

μοντέλων τα οποία συνδυάστηκαν και παραμετροποιήθηκαν μεταξύ τους για την 

εξαγωγή όσο το δυνατόν καλύτερου αποτελέσματος. Το μοντέλο OWLv2 φορτώθηκε 

από το Hugging Face ως zero-shot ανιχνευτής με το checkpoint ΄google/owlv2-base-

patch16΄. Το μοντέλο YOLO-World εφαρμόστηκε και αυτό για την ανίχνευση των 

πεζών. Χρησιμοποιήθηκε το checkpoint yolov8s-worldv2.pt και δοκιμαστικά 

πραγματοποιήθηκε εκπαίδευση του μοντέλου σε μικρό σύνολο δεδομένων του COCO 

(COCO8) για 100 εποχές και ανάλυση εικόνας 640×640. Για την ανίχνευση των 

πεζών χρησιμοποιήθηκαν υποδείξεις κειμένου (text prompt) ¨pedestrian¨ και ¨person¨ 

ενώ εφαρμόστηκαν και κατώφλια για να φιλτραριστούν τα αποτελέσματα της 

ανίχνευσης και να αυξηθεί η ποιότητά της. Το FastSAM μοντέλο με τα βάρη ΄fast 

sam vit h.pt΄ χρησιμοποιήθηκε για την τμηματοποίηση και την παραγωγή μασκών για 

τους πεζούς. Με την εντολή ΄sam.predict(source=img, bboxes=boxes)΄ έκανε 

τμηματοποίηση μόνο στους πεζούς που αναγνωρίζονταν από το μοντέλο ανίχνευσης 

που χρησιμοποιήθηκε σε προηγούμενο στάδιο. Επιπλέον για την τμηματοποίηση και 

την ανίχνευση των πεζών χρησιμοποιήθηκε και το μοντέλο SAM2 με το αρχείο 

΄sam2.1_hiera_l.yaml΄και checkpoint το ΄sam2.1_hiera_large.pt΄ το οποίο είναι 

εκπαιδευμένο σε μεγαλύτερο όγκο δεδομένων και θα παρουσίαζε καλύτερο 

αποτέλεσμα στην τμηματοποίηση και ανίχνευση των πεζών. 

4.4 Συνδυασμός μοντέλων 
 

Η αποτελεσματικότητα της μεθοδολογίας στηρίζεται στον τρόπο με τον οποίο τα 

προτεινόμενα μοντέλα ανίχνευσης και παρακολούθησης συνδυάζονται και την 

επεξεργασία που εφαρμόζεται για την παραγωγή ποιοτικών αποτελεσμάτων. Στις 

παραγράφουν που ακολουθούν περιγράφεται ο ρόλος του κάθε αλγορίθμου στο 

σύστημα και ο τρόπος που συνδέονται αυτοί μεταξύ τους. 

 

4.4.1Ανίχνευση πεζών με την χρήση των μοντέλων YOLO-World και OWLv2 

 

Στην παρούσα μεθοδολογία η ανίχνευση των πεζών στο βίντεο που επιλέχθηκε 

γίνεται με την χρήση των μοντέλων YOLO-World και OWLv2. Και τα δύο μοντέλα 

αξιοποιήθηκαν για την zero-shot ανίχνευσή τους χρησιμοποιώντας text prompts. Πιο 
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συγκεκριμένα για τους συνδυασμούς που υλοποιήθηκαν τα μοντέλα έκαναν 

ανίχνευση για δύο prompts, ¨person¨και ¨pedestrian¨. Με αυτόν τον τρόπο 

παράχθηκαν ορθογώνια κουτιά τα οποία αποτέλεσαν την είσοδο των δεδομένων για 

το επόμενο στάδιο της τμηματοποίησης και παραγωγής μασκών. 

 

4.4.2 Τμηματοποίηση και παρακολούθηση πεζών με την χρήση των μοντέλων 

FastSAM και SAM2 

 

Για την τμηματοποίηση και την παρακολούθηση των πεζών χρησιμοποιήθηκαν τα 

μοντέλα FastSAM και SAM2. Πιο συγκεκριμένα τα ορθογώνια κουτιά που 

παράχθηκαν στο προηγούμενο στάδιο χρησιμοποιήθηκαν στα μοντέλα 

τμηματοποίησης ως εντολές πλαισίου (box prompts). Αρχικά το FastSAM επιλέχθηκε 

ως εναλλακτική λύση για την παραγωγή μασκών καθώς παρέχει γρήγορα 

αποτελέσματα τμηματοποίησης λόγο της αρχιτεκτονικής CNN τύπου που αξιοποιεί. 

Το SAM2 χρησιμοποιήθηκε στην συνέχεια για την περεταίρω αξιοποίηση της 

δυναμικότητας της αρχιτεκτονικής των Μετασχηματιστών κατά την οποία 

παράχθηκαν πιο αξιόπιστες και ακριβής μάσκες στους πεζούς που ανιχνεύθηκαν στο 

προηγούμενο στάδιο. Επιπλέον με τους μηχανισμούς προσοχής που διαθέτει 

(memory attention, memory bank), καθιστά δυνατή την ταυτότητα του πεζού στα 

διαδοχικά καρέ του βίντεο. Με αυτόν τον τρόπο διασφαλίζεται η καλύτερη απόδοση 

των μασκών που ενισχύει την ποιότητα των αποτελεσμάτων των χωρικών 

χαρακτηριστικών που αναλύονται στο επόμενο στάδιο του συστήματος. 

 

4.4.3 Σύνδεση εξόδων ανίχνευσης-τμηματοποίησης 

 

Η σύνδεση των αποτελεσμάτων ανίχνευσης με αυτά της τμηματοποίησης 

πραγματοποιείται με την εξαγωγή των ορθογώνιων κουτιών που παράγονται από τα 

μοντέλα ανίχνευσης OWLv2 και YOLO-World. Τα πλαίσια των κουτιών 

χρησιμοποιούνται ως box prompts από το FastSAM ή το SAM2 για την τελική 

παραγωγή μασκών. Η διαδικασία αυτή εξασφαλίζει ότι οι μάσκες θα καταγράφουν 

αποκλειστικά τους πεζούς που αναγνωρίστηκαν και ελαττώνεται η πιθανότητα 

τμηματοποίησης λανθασμένων αντικειμένων. Έτσι κάθε ανίχνευση μετατρέπεται σε 

ποιοτική χωρική αναπαράσταση των αντικειμένων, καθιστώντας την παρακολούθησή 

τους αποτελεσματικότερη στον χρονικό ορίζοντα του βίντεο. Στη μεθοδολογία που 



[48] 

 

υλοποιήθηκε δημιουργήθηκαν τρεις συνδυασμοί των μοντέλων για παρακολούθηση 

μέσω ανίχνευσης (tracking by detection). Οι συνδυασμοί που εφαρμόστηκαν ήταν οι 

εξής: 

• YOLO-World + FastSAM → Κατά την οποία τα δύο CNN τύπου 

αρχιτεκτονικής μοντέλα συνδυάζονται για την εξαγωγή κουτιών και 

παραγωγή μασκών των πεζών.  

• OWLv2 + FastSAM → Σε αυτόν τον συνδυασμό στην θέση του YOLO-

World για την ανίχνευση των πεζών έρχεται το OWLv2 που είναι ένα μοντέλο 

με αρχιτεκτονική Μετασχηματιστών. Στόχος είναι να συγκριθεί ποιο μοντέλο 

στην συγκεκριμένη περίπτωση ανίχνευσης παρέχει τα καλύτερα 

αποτελέσματα, για την μετέπειτα τμηματοποίηση των πεζών από το FastSAM. 

• OWLv2 +SAM2 → Ο τελικός συνδυασμός που χρησιμοποιήθηκε είναι αυτός 

των μοντέλων OWLv2 και SAM2. Αυτός ο συνδυασμός επιλέχθηκε στην 

συνέχεια και για την παραγωγή των τελικών χωρικών χαρακτηριστικών, όπως 

η κατανομή των πεζών και οι μεταξύ τους αποστάσεις. Η επιλογή του 

συνδυασμού επιλέχθηκε διότι έδινε τα καλύτερα αποτελέσματα ανίχνευσης 

και παρακολούθησης των πεζών. 

 

4.4.4 Φίλτρα και κατώφλια για καθορισμό ανιχνεύσεων 

 

Για την βελτίωση της ποιότητας των ανιχνεύσεων εφαρμόστηκαν διάφορα φίλτρα και 

κατώφλια. Αρχικά χρησιμοποιήθηκε κατώφλι εμπιστοσύνης στο στάδιο της 

ανίχνευσης για να γίνουν δεκτοί πεζοί που είχαν χαμηλό επίπεδο εμπιστοσύνης. 

Επιπλέον εφαρμόζονται περιορισμοί για το εμβαδόν των ορθογώνιων κουτιών και 

των μασκών για να απορρίπτονται πολύ μεγάλα κουτιά που έπιαναν μεγάλο ποσοστό 

της εικόνας και δεν ήταν ρεαλιστικά. Τα παραπάνω συντελούν στην καλύτερη 

ποιότητα και αξιοπιστία των αποτελεσμάτων ανίχνευσης και παρακολούθησης. 
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4.5 Εξαγωγή χωρικών χαρακτηριστικών 
 

Η εξαγωγή των χωρικών χαρακτηριστικών αποτελεί το τελευταίο στάδιο της 

μεθοδολογίας στην παρούσα εργασία και στοχεύει στην μετάβαση από χαμηλού 

επιπέδου δεδομένα (ορθογώνια κουτιά και μάσκες) στην παραγωγή ποσοτικών 

δεδομένων που μπορούν στην συνέχεια να αξιοποιηθούν για την δυναμική ανάλυση 

της συμπεριφοράς των πεζών στον χώρο. Τα χαρακτηριστικά αυτά παρέχουν 

χρήσιμες πληροφορίες για την κατανομή των πεζών τις μεταξύ τους αποστάσεις 

καθώς και με τις περιοχές συγκέντρωσης. 

4.5.1 Υπολογισμός κεντροειδών των πεζών 

 

Σε αρχικό στάδιο υπολογίζεται το κεντροειδές για κάθε πεζό που έχει ανιχνευθεί και 

τμηματοποιηθεί. Το κεντροειδές ορίζεται ως το γεωμετρικό κέντρο της περιοχής των 

κουτιών που καλύπτουν τον κάθε πεζό και υπολογίζεται με βάση τις 

εικονοσυντεταγμένες που τις αποτελούν. Η επιλογή του κεντροειδούς για κάθε πεζό 

ως αντιπροσωπευτικό σημείο δείχνει συνοπτικά την θέση τους στον χώρο του κάθε 

καρέ. 

4.5.2 Υπολογισμός αποστάσεων πεζών  

 

Με βάση τα κεντροειδή όλων των πεζών στα καρέ του βίντεο υπολογίστηκαν στην 

συνέχεια οι μεταξύ τους αποστάσεις. Πιο συγκριμένα υπολογίστηκαν οι ευκλείδειες 

μεταξύ τους αποστάσεις όπως η μέση απόσταση που δείχνει μια γενική εικόνα για το 

πόσο διασπασμένοι είναι οι πεζοί μεταξύ τους. Επιπλέον υπολογίστηκαν οι ελάχιστες 

και οι μέγιστες αποστάσεις των πεζών που δίνουν πληροφορία για τα κοντινότερα 

αλλά και τα πιο απομακρυσμένα ζευγάρια πεζών στα καρέ του βίντεο. Ο υπολογισμός 

αρχικά έγινε σε επίπεδο pixel και στην συνέχεια πραγματοποιήθηκε μετατροπή από 

Διάγραμμα 1: Σχηματικό διάγραμμα των εργασιών του συστήματος μέχρι το 

στάδιο της παρακολούθησης 
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pixel→ μέτρα. Για την μετατροπή αυτή υιοθετήθηκε το απλοϊκό μοντέλο 

κατακόρυφης λήψης. Με βάση μια γνωστή απόσταση τους εδάφους από την 

διδακτορική διατριβή του Γεώργιου Κουσκουλή [32] και την γνώση της ίδιας 

απόστασης σε pixel από την ανάλυση της εικόνας ορίστηκε μία ενιαία κλίμακα 

pixel→ μέτρα. Πιο συγκεκριμένα η μετρημένη απόσταση ήταν 8 μέτρα και σε pixel 

εικόνας 258 px. Με την βοήθεια του παρακάτω τύπου υπολογίστηκε τελικά ο 

συντελεστής κλίμακας της εικόνας: 

𝑠 =
8 

258
×

𝑚

𝑝𝑖𝑥𝑒𝑙
 

 

Ο παραπάνω υπολογισμός έδωσε αποτέλεσμα s=0.031m/px. Ο υπολογισμός των 

αποστάσεων των πεζών ακολούθησε αυτό το απλό μοντέλο για την εξαγωγή των 

συμπερασμάτων. Η παραπάνω μεθοδολογία αποτελεί μία προσεγγιστική λύση. Στην 

πραγματικότητα η έλλειψη υπολογισμού του εξωτερικού προσανατολισμού της 

εικόνας, δηλαδή τον προσανατολισμό (ω,φ,κ) και την θέση(Xo,Yo,Zo) της κάμερας 

και η επίδραση της προοπτικής βγάζουν σημαντικά διαφοροποιημένα αποτελέσματα. 

Η ορθή μέθοδος για την μετατροπή των εικονοσυντεταγμένων σε μέτρα βασίζεται 

στις αρχές της φωτογραμμετρίας και πιο συγκεκριμένα στην εξίσωση 

συγγραμικότητας. Αρχικά θα έπρεπε να γίνει βαθμονόμηση της κάμερας ώστε να 

υπολογιστούν οι παράμετροι του εσωτερικού προσανατολισμού της εικόνας, δηλαδή 

οι εικονοσυντεταγμένες του πρωτεύοντος σημείου (xo,yo) και η σταθερά c της 

μηχανής. Στην συνέχεια υπολογίζονται τα 6 στοιχεία του εξωτερικού 

προσανατολισμού της εικόνας με την βοήθεια γνωστών γεωδαιτικών συντεταγμένων 

στο χώρο [42]. Με αυτά τα δεδομένα θα ήταν δυνατή η χρήση της συνθήκης 

συγγραμικότητας και η αντίστροφη διαδικασία για την μετατροπή των 

εικονοσυντεταγμένων (πχ κατώτερο σημείο μιας μάσκας ενός πεζού) σε μέτρα. Αυτό 

θα είχε ως αποτέλεσμα την αξιοπιστία των μετρήσεων για τις αποστάσεις των πεζών. 

4.5.3 Υπολογισμός πυκνότητας 

 

Η πυκνότητα αποτελεί μία από τις σημαντικότερες μετρήσεις για την ανάλυση της 

συμπεριφοράς του πλήθους. Στην παρούσα εργασία η πυκνότητα υπολογίζεται ως ο 

αριθμός των πεζών προς την επιφάνεια αναφοράς (m2). Ο υπολογισμός αυτός 

βασίζεται στον συνολικό αριθμό των πεζών που ανιχνεύθηκαν σε κάθε καρέ της 

εικόνας και στην γεωμετρική κλίμακα που αναφέρθηκε στην προηγούμενη 
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υποενότητα. Με τον τρόπο αυτό γίνεται εφικτή η πληροφόρηση για την συγκέντρωση 

των πεζών. 

4.5.4 Χωρική κατανομή  

 

Για την οπτικοποίηση της χωρικής κατανομής των πεζών στον χώρο δημιουργήθηκε 

χάρτης θερμότητας (heatmaps) ο οποίος προέκυψε από την υπέρθεση των 

κεντροειδών των πεζών σε όλα τα καρέ σε έναν ενιαίο χώρο. Η συγκέντρωση των 

πεζών παρουσιάζεται στον χάρτη θερμότητας με χρωματική κλίματα (πχ μαύρη 

χαμηλή πυκνότητα και κίτρινη υψηλή). Με την βοήθεια αυτής της αναπαράστασης 

μπορούν να εξαχθούν συμπεράσματα για το πού υπάρχει υψηλή συγκέντρωση πεζών 

στον περιβάλλοντα χώρο. Επιπλέον δημιουργήθηκαν και διαγράμματα που 

απεικονίζουν τις μετρητικές πληροφορίες για την κατανομή των πεζών αλλά και για 

τις μεταξύ τους αποστάσεις, δίνοντας με αυτόν τον τρόπο μια πιο ολοκληρωμένη και 

αναλυτική εικόνα για την συμπεριφορά των πεζών. 

Κεφάλαιο 5: Αποτελέσματα 

 

Στο παρόν κεφάλαιο πραγματοποιείται παρουσίαση των αποτελεσμάτων της 

προτεινόμενης μεθοδολογίας για την ανίχνευση και παρακολούθηση των πεζών. Η 

αξιολόγηση των αποτελεσμάτων βασίζεται κυρίως σε ποιοτικά δεδομένα μέσω 

οπτικού ελέγχου των ανιχνεύσεων και των μασκών που παράγονται από των 

συνδυασμό των μοντέλων. Παρουσιάζονται παραδείγματα εικόνων (καρέ) στα οποία 

φαίνεται η αποτελεσματικότητα του συστήματος καθώς και οι περιορισμοί του. Εκτός 

από τις εικόνες ωστόσο παρουσιάζονται και χωρικά χαρακτηριστικά όπως οι 

αποστάσεις μεταξύ των πεζών, η κατανομή τους στον χώρο και η πυκνότητα τους. 

Αυτά τα αποτελέσματα αναδεικνύονται μέσα από διαγράμματα και χάρτες 

θερμότητας, ώστε να γίνουν πιο κατανοητά τόσο σε ποιοτικό επίπεδο όσο και σε 

στατιστικό. 

5.1 Ποιοτικά αποτελέσματα ανίχνευσης και παρακολούθησης 
 

Στην παρούσα ενότητα παρουσιάζονται ενδεικτικά αποτελέσματα για την ανίχνευση 

και την παρακολούθηση των πεζών με τους 3 διαφορετικούς συνδυασμούς των 

μοντέλων που δοκιμάστηκαν: α) Yolo-World + FastSAM, β) OWLv2 + FastSAM, γ) 

OWLv2 + SAM2. Στόχος είναι να αξιολογηθούν ποιοτικά τα αποτελέσματα των 
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μοντέλων, τόσο ως προς την ικανότητά τους να ανιχνεύουν πεζούς σε διάφορες 

σκηνές όσο και ως προς την ακρίβεια των παραγόμενων μασκών και την τελική 

παρακολούθηση των αντικειμένων. Τα παραδείγματα εικόνων, επιλέχθηκαν με τρόπο 

ώστε να καλύπτουν διαφορετικές συνθήκες κατά τις οποίες μπορεί να υπάρχουν πολύ 

πεζοί στην εικόνα και σε άλλες που να υπάρχει χαμηλή πυκνότητα πεζών. 

5.1.1 Συνδυασμός YOLO-World + FastSAM 

 

O πρώτος συνδυασμός που δοκιμάστηκε αξιοποιεί το μοντέλο YOLO-World με την 

δυνατότητα του ανοιχτού λεξιλογίου που παρέχει, για την ανίχνευση των πεζών και 

το FastSAM για την τμηματοποίηση και παραγωγή μασκών πάνω στα ανιχνεύσιμα 

αντικείμενα. Ο συγκεκριμένος συνδυασμός εξαιτίας της αρχιτεκτονικής των 

μοντέλων που βασίζονται σε CNN, χαρακτηρίζεται από την υψηλή ταχύτητα 

εκτέλεσης, γεγονός που το καθιστά κατάλληλο για επεξεργασία μεγάλου όγκου 

δεδομένων. Ωστόσο στις περισσότερες σκηνές το κομμάτι της ανίχνευσης δεν έβγαλε 

ικανοποιητικά αποτελέσματα καθώς εξαιρούνταν αρκετοί πεζοί στις διάφορες σκηνές 

του βίντεο. Αναφορικά με την τμηματοποίηση , η εξαγωγή των μασκών με την χρήση 

του FastSAM έδωσε ικανοποιητικά αποτελέσματα στους περισσότερους 

ανιχνεύσιμους πεζούς, ωστόσο σε αρκετές σκηνές γινόταν και τμηματοποίηση 

άκυρων αντικειμένων με αποτέλεσμα να μην υπάρχουν αξιόλογα ποιοτικά 

αποτελέσματα. Στις παρακάτω εικόνες παρουσιάζονται χαρακτηρίστηκες σκηνές με 

μικρότερη αλλά και υψηλότερη πυκνότητα που πραγματοποιήθηκε ανίχνευση και 

τμηματοποίηση με τον συγκεκριμένο συνδυασμό. 
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Εικόνα 2: Διαδοχικά καρέ με χώρο υψηλής πυκνότητας  

Στις παραπάνω 4 εικόνες παρουσιάζονται διαδοχικά καρέ με δεξιόστροφη ανάγνωση. 

Παρατηρείται πως ανιχνεύθηκε ένα μικρό ποσοστό πεζών και στον χώρο που υπάρχει 

υψηλή πυκνότητα πεζών (περίπου στο κέντρο των εικόνων) ο ανιχνευτής δεν 

πετυχαίνει ικανοποιητικό ποσοστό ανίχνευσης. Στα σημεία που είναι πιο κοντά στον 

φακό ο ανιχνευτής μπορεί και αναγνωρίζει τα περισσότερα αντικείμενα που 

φαίνονται ολοκληρωμένα και μάλιστα με μεγάλο βαθμό εμπιστοσύνης. Σχετικά με 

την τμηματοποίηση των ανιχνεύσιμων πεζών παρατηρείται πως έχει επιτευχθεί σε 

ικανοποιητικό βαθμό, ωστόσο όπως εμφανίζεται και στην πρώτη εικόνα πάνω 

αριστερά, έχει τμηματοποιηθεί κομμάτι των κάγκελων στο πάνω δεξιό κομμάτι της. 

Αυτή η λάθος τμηματοποίηση εμφανίζεται και σε αρκετές άλλες περιπτώσεις κατά 

την διάρκεια των διαδοχικών καρέ. Παρακάτω δίνεται και άλλη μια περίπτωση 

διαδοχικών καρέ μέτριας πυκνότητας αυτή τη φορά: 
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Εικόνα 3: διαδοχικά καρέ με χώρο μέτριας πυκνότητας 

 

Όπως παρατηρείται στις παραπάνω διαδοχικές εικόνες στην συγκεκριμένη περίπτωση 

ενώ υπάρχουν αρκετοί πεζοί στον χώρο εξαιτίας της μέτριας πυκνότητας και του 

διασκορπισμού που επικρατεί, ο ανιχνευτής κατάφερε και απέδωσε καλύτερα 

αποτελέσματα ανιχνεύοντας το μεγαλύτερο ποσοστό των πεζών. Η τμηματοποίηση 

και στην συγκεκριμένη περίπτωση μπορεί να θεωρηθεί σε μεγάλο βαθμό πετυχημένη 

αλλά όπως δείχθηκε και στα προηγούμενα καρέ τμηματοποίησε στα δύο πρώτα 

καταμήκος τα κάγκελα. 

5.1.2 Συνδυασμός OWLv2 + FastSAM 

 

Ο δεύτερος συνδυασμός χρησιμοποιεί για την ανίχνευση των πεζών το μοντέλο 

OWLv2 και το FastSAM για την τμηματοποίησή τους. Το OWLv2 με την χρήση του 

ανοιχτού λεξιλογίου που παρέχει αλλά και την δυναμικότητα των Μετασχηματιστών 

Όρασης (ViT) εμφανίζει καλύτερη ποιότητα στην ανίχνευση των πεζών ακόμα και 

στις πιο απαιτητικές σκηνές που αποτελούνται από μεγάλο πλήθος πεζών. Η ποιότητα 

των μασκών με την χρήση του FastSAM εξακολουθήσει να παράγει ικανοποιητικά 

αποτελέσματα αλλά με τους περιορισμούς που αναλύθηκαν και στην προηγούμενη 

παράγραφο. Οι παρακάτω εικόνες δείχνουν χαρακτηριστικά παραδείγματα. 
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Εικόνα 4: Ανίχνευση και παρακολούθηση πεζών σε διαδοχικά καρέ με την χρήση του OWLv2 

και FastSAM 

 Από την ανάλυση των παραπάνω διαδοχικών εικόνων που παρατηρούνται και αυτές 

δεξιόστροφα, με την χρήση του OWLv2 η ανίχνευση των πεζών εμφανίζει αρκετά 

καλύτερα αποτελέσματα καθώς κατορθώνει και ανιχνεύει το μεγαλύτερο ποσοστό 

των πεζών. Φαίνεται πως το μοντέλο χάνει στις άκρες του φακού της μηχανής καθώς 

στο πρώτο καρέ ανιχνεύει έναν πεζό και στο επόμενο καρέ τον χάνει. 

 

  

Εικόνα 5: Η αδυναμία του συστήματος να παρακολουθεί αντικείμενα σε διαδοχικά καρέ 
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Η τμηματοποίηση στην εφαρμογή αυτού του συνδυασμού καταφέρνει να 

ακολουθήσει τον ανιχνευτή σε μεγάλο βαθμό, ωστόσο ακόμα τμηματοποιεί 

αντικείμενα που δεν σχετίζονται με τους πεζούς. Στην συνέχεια θα παρουσιαστούν 4 

διαδοχικά καρέ στα οποία ο χώρος του εμπορικού είναι πυκνοκατοικημένος: 

  

  

Εικόνα 6: Ανίχνευση πεζών με την τον συνδυασμό OWLv2 + FastSAM σε περιοχή με μεγάλο 

συνωστισμό 

Στις παραπάνω εικόνες εφαρμόστηκε πλαίσιο κειμένου “pedestrian” και κατώφλι στο 

στάδιο της ανίχνευσης, ώστε να ανιχνεύει τους πεζούς με βαθμό εμπιστοσύνης >0.02. 

Με αυτό το κατώφλι στην περιοχή των εικόνων που υπάρχει συνωστισμός και αυτός 

ο ανιχνευτής εξακολουθεί να αντιμετωπίζει πρόβλημα. Ωστόσο μειώνοντας το 

κατώφλι ώστε να αναγνωρίζει πεζούς με βαθμό εμπιστοσύνης >0.01 το πρόβλημα 

λύθηκε. Στα παρακάτω καρέ που απεικονίζουν τον χώρο την ίδια χρονική στιγμή με 

την εικόνα 6 φαίνεται αυτή η διαφορά: 

 



[57] 

 

  

  

Εικόνα 7: Εφαρμογή κατωφλίου για αναγνώριση πεζών με βαθμό εμπιστοσύνης >0.01 

Με την εφαρμογή αυτού του κατωφλίου παρατηρείται πως πραγματοποιείται 

ποιοτικότερη ανίχνευση, ωστόσο η τμηματοποίηση σε αυτό το σημείο δεν μπορεί να 

ακολουθήσει τον ανιχνευτή καθώς όπως φαίνεται στο κάτω αριστερά καρέ για 

αρκετά κουτιά δεν υπάρχει τμηματοποίηση. Επιπλέον το FastSAM τμηματοποιεί 

περισσότερα αντικείμενα που δεν ανήκουν στην κατηγορία του πεζού. 

5.1.3 Συνδυασμός OWLv2 + SAM2 

 

Ο τρίτος και τελευταίος συνδυασμός αποτελείται από τα μοντέλα OWLv2 και SAM2. 

Από τους 3 είναι ο πιο αποδοτικός και ακριβής συνδυασμός αλλά χρειάζεται και τους 

περισσότερους υπολογιστικούς πόρους για την υλοποίησή του. Στην προκειμένη 

περίπτωση χρησιμοποιούνται 2 μοντέλα που αξιοποιούν την αρχιτεκτονική των 

Μετασχηματιστών Όρασης για την ανίχνευση αλλά και για την παρακολούθηση των 

πεζών. Όπως και προηγουμένως το OWLv2 έχει αναλάβει την ανίχνευση των πεζών 

και την εξαγωγή ορθογώνιων κουτιών σε αυτούς, αλλά τώρα στην θέση του FastSAM 

για την τμηματοποίηση των πεζών και την μετέπειτα παρακολούθηση στον χρόνο 

χρησιμοποιείται το μοντέλο SAM2. Το SAM2 καταφέρνει να αποδώσει μάσκες 
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υψηλής ακρίβειας που ακολουθούν την γεωμετρία του πεζού πιο πιστά ακόμα και σε 

σκηνές με υψηλή πυκνότητα πληθυσμού και μεγάλο αριθμό επικαλύψεων. Επιπλέον, 

λόγω των μηχανισμών μνήμης που διαθέτει, προσφέρει μεγαλύτερη συνέπεια στην 

παρακολούθηση των πεζών στα διαδοχικά καρέ του βίντεο. Αρχικά ως πλαίσιο 

κειμένου δοκιμάστηκε για την ανίχνευση των πεζών η λέξη “person” και κατώφλι 

εμπιστοσύνης >0.01. Στα παραδείγματα που ακολουθούν παρουσιάζονται σκηνές με 

υψηλή αλλά και χαμηλή πυκνότητα πεζών στο χώρο: 

 

  

  

 Εικόνα 8: Ανίχνευση και παρακολούθηση πεζών με τον συνδυασμό OWLv2 + SAM2, πλαίσιο 

κειμένου “person” και κατώφλι εμπιστοσύνης >0.01 

 

 

Όπως παρουσιάζεται και στην εικόνα σε αραιοκατοικημένες σκηνές ο ανιχνευτής και 

ο τμηματοποιητής συνεργάζονται σε πολύ καλό βαθμό πετυχαίνοντας ανίχνευση και 

παρακολούθηση των πεζών με ποσοστό που φτάνει το 100%. Ωστόσο δεν ισχύει το 

ίδιο και σε πιο πυκνοκατοικημένες σκηνές καθώς αρχικά η ανίχνευση δεν αποδίδει 

τόσα πολλά κουτιά για τους πεζούς και η τμηματοποίηση που πραγματοποιεί το 
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SAM2 μπερδεύεται. Παρακάτω παρουσιάζονται 4 διαδοχικά πυκνοκατοικημένα 

καρέ: 

 

  

  

Εικόνα 9: Ανίχνευση και παρακολούθηση με τον συνδυασμό OWLv2 + SAM2 σε 

πυκνοκατοικημένες περιοχές 

 

Στα διαδοχικά καρέ παρατηρείται πως ενώ αρκετά άτομα τα ανιχνεύει και τα 

παρακολουθεί με πιστή γεωμετρική ακρίβεια, ειδικά τους πεζούς που βρίσκονται 

κοντά στον φακό της κάμερας, στο κέντρο της εικόνας που υπάρχει υψηλή 

συγκέντρωση πεζών, τόσο η ανίχνευση όσο και η τμηματοποίηση έχουν αποτύχει σε 

μεγάλο βαθμό. Επιπλέον το SAM2 τμηματοποιεί στην δεξιά φωτογραφία την 

τζαμαρία ενός καταστήματος, κάτι που δείχνει την αδυναμία του μοντέλου. 

 

Το πρόβλημα της ανίχνευσης αλλά και της παρακολούθησης των πεζών με τον 

συγκεκριμένο συνδυασμό λύθηκε επαρκώς χρησιμοποιώντας ως πλαίσιο κειμένου 

στη θέση του “person” την λέξη “pedestrian”. Με αυτόν τον τρόπο όπως και στην 
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εφαρμογή του προηγούμενου συνδυασμού (OWLv2 + FastSAM), επιτεύχθηκε 

καλύτερο ποσοστό ανίχνευσης ακόμα και στις πιο πυκνοκατοικημένες σκηνές του 

βίντεο. Στις παρακάτω εικόνες παρουσιάζονται τα ίδια καρέ που χρησιμοποιήθηκαν 

προηγουμένως, για άμεση σύγκριση των δύο πλαισίων κειμένου: 

 

  

  

Εικόνα 10: Ανίχνευση και παρακολούθηση πεζών με τον συνδυασμό OWLv2 + SAM2 και χρήση 

πλαισίου κειμένου “pedestrian” 

 

Σε αυτή την περίπτωση χρήσης της λέξης “pedestrian” στου ανοιχτού κειμένου 

μηχανισμό που διαθέτει το μοντέλο OWLv2, παρατηρείται πως οι ανιχνεύσεις ακόμα 

και στις πιο πυκνοκατοικημένες περιοχές αποδίδον πολύ καλύτερα αποτελέσματα 

από την χρήση της λέξης “person” ως πλαίσιο κειμένου. Αυτό έχει ως αποτέλεσμα να 

ανιχνεύεται το μεγαλύτερο ποσοστό της εικόνας. Επιπλέον με την εφαρμογή αυτής 

της αλλαγής παρουσιάζονται και καλύτερα αποτελέσματα στην τμηματοποίηση των 

πεζών με το SAM2. Ενώ προηγουμένως είχε τμηματοποιήσει την τζαμαρία ενός 

καταστήματος, τώρα δεν έχει κάνει τόσο λάθος τμηματοποίηση. Κάτι αξιοσημείωτο 
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που παρατηρήθηκε ωστόσο με την εφαρμογή αυτή, είναι το φαινόμενο των διπλών 

ανιχνεύσεων (duplicate detection) κατά το οποίο το OWLv2 μπορεί να δώσει 

περισσότερες από μία προτάσεις για το κάθε αναγνωρίσιμο αντικείμενο της εικόνας. 

Αυτό οφείλεται στον μηχανισμού NMS (Nun Maximum Suppression) που διαθέτει το 

μοντέλο OWLv2 [27]. Εξαιτίας της εγκατάστασης του μοντέλου από το σύστημα της 

Hugging Face επιστρέφονται πολλές επικαλυπτόμενες προτάσεις για κάθε 

ανιχνεύσιμο αντικείμενο. Αυτό θα μπορούσε να αποφευχθεί με μετά-επεξεργασία του 

συστήματος που χρησιμοποιείται στην παρούσα εργασία με ένα επιπλέον κατώφλι 

στον μηχανισμό NMS όπου θα περιορίζονταν τα διπλά κουτιά στους ανιχνεύσιμους 

πεζούς. Παρακάτω παρουσιάζεται ένα χαρακτηριστικό παράδειγμα διπλών 

ανιχνεύσεων από το προηγούμενο σετ εικόνων: 

 

  

Εικόνα 11: Το φαινόμενο των διπλών ανιχνεύσεων 

 

5.1.4 Συγκριτική ανάλυση συνδυασμών 

 

Στο τελευταίο τμήμα της ενότητας πραγματοποιείται μία συγκριτική ανάλυση των 

τριών μεθόδων που χρησιμοποιήθηκαν για την ανίχνευση, τμηματοποίηση και 

παρακολούθηση των πεζών. Σε γενικές γραμμές παρατηρείται πως ο πρώτος 

συνδυασμός YOLO-World + FastSAM, υπερτερεί στην ταχύτητα της εξαγωγής των 

αποτελεσμάτων χρησιμοποιώντας λιγότερους υπολογιστικούς πόρους. Ο Συνδυασμός 

των μοντέλων OWLv2 + FastSAM ισορροπεί μεταξύ ταχύτητας και 

αποτελεσματικότητας παρέχοντας ικανοποιητικά αποτελέσματα στην ανίχνευση των 

πεζών και λιγότερο στην τμηματοποίησή τους. Τέλος ο συνδυασμός OWLv2 + 

SAM2, παρέχει τα καλύτερα αποτελέσματα στην ανίχνευση αλλά και στην χρονική 
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παρακολούθηση των πεζών αποδίδοντας υψηλότερης ακρίβειας μάσκες και στις 

δύσκολες σκηνές του βίντεο. Παρακάτω αναλύονται και παρουσιάζονται 2 

περιπτώσεις σύγκρισης των καλύτερων αποδόσεων σε διαδοχικά καρέ μεταξύ των 

τριών συνδυασμών: 

 

Στις παρακάτω εικόνες οι συνδυασμοί που αξιοποιούν τον ανιχνευτή OWLv2 έχουν 

στο σύστημα τους για κείμενο πλαισίου την λέξη “pedestrian” και κατώφλι 

εμπιστοσύνης >0.01. Αντίθετα στον συνδυασμό που τα αντικείμενα ανιχνεύονται 

μέσω του YOLO-World ως πλαίσιο κειμένου χρησιμοποιήθηκε η λέξη “person” 

καθώς η λέξη “pedestrian” δεν ανταποκρινόταν καθόλου στην περίπτωση του υπό 

ανάλυση βίντεο. Επιπλέον λόγω της χαμηλής ανίχνευσης των πεζών δεν 

χρησιμοποιήθηκε κατώφλι ώστε να ανιχνευθούν όσοι περισσότεροι πεζοί γίνεται. 

Στην πρώτη περίπτωση σύγκρισης τα διαδοχικά καρέ παρουσιάζουν χαμηλή 

πυκνότητα πληθυσμού. Παρατηρείται πως στο κομμάτι της ανίχνευσης οι 

συνδυασμοί που χρησιμοποιούν το μοντέλο OWLv2 υπερτερούν έναντι του 

συνδυασμού που χρησιμοποιεί για ανίχνευση το μοντέλο YOLO-World. Το ίδιο 

ακριβώς συμπέρασμα βγαίνει και από την ανάλυση των εικόνων στην δεύτερη 

περίπτωση της υψηλής συγκέντρωσης των πεζών. Ακόμα πιο έντονη είναι η διαφορά 

των ανιχνευτών στη δεύτερη περίπτωση με την παρατήρηση πως με το YOLO-World 

δεν υπάρχει το φαινόμενο της διπλής ανίχνευσης. Όσο αφορά την τμηματοποίηση και 

την παρακολούθηση των πεζών, οι δύο πρώτοι συνδυασμοί που χρησιμοποιούν το 

FastSAM, καταφέρνουν τμηματοποίηση χαμηλότερης ποιότητας από τον τρίτο 

συνδυασμό που χρησιμοποιεί το SAM2. Χαρακτηριστική είναι η περίπτωση του 

συνδυασμού OWLv2 + FastSAM κατά τον οποίο η τμηματοποίηση αστοχεί σε 

μεγάλο ποσοστό καθώς τμηματοποιούνται ολόκληρες περιοχές των εικόνων. Στην 

τρίτο συνδυασμό με την εφαρμογή του SAM2 το σφάλμα στην τμηματοποίηση 

εξαλείφεται σε μεγάλο βαθμό και η παρακολούθηση των πεζών στις δύο περιπτώσεις 

πυκνοκατοίκησης πραγματοποιείται με ικανοποιητικό βαθμό. 
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1η περίπτωση σύγκρισης σε χρονική στιγμή με χαμηλή πυκνότητα πεζών: 

 

YOLO-World+ FastSAM OWLv2 + FastSAM OWLv2 + SAM2 

   

   

Εικόνα 12: Συγκριτική ανάλυση 3 διαδοχικών καρέ για κάθε μεθοδολογία που εφαρμόστηκε για 

την περίπτωση χαμηλής πυκνότητας πεζών 
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2η περίπτωση σύγκρισης σε χρονική στιγμή με υψηλή πυκνότητα πεζών 

YOLO-World+ FastSAM OWLv2 + FastSAM OWLv2 + SAM2 

   

   

   

Εικόνα 13: Συγκριτική ανάλυση τριών διαδοχικών καρέ για κάθε μεθοδολογία για την 

περίπτωση υψηλής πυκνότητας πεζών 
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5.2 Oπτικοποιήσεις χωρικών στατιστικών  
 

Σε αυτή την ενότητα παρουσιάζονται οι οπτικοποιήσεις που συνοδεύουν την ποιοτική 

αξιολόγηση των μοντέλων και απεικονίζουν τα χωρικά χαρακτηριστικά. 

Διαγράμματα που περιγράφουν την συμπεριφορά των αποστάσεων όπως η ελάχιστη 

η μέση και η μέγιστη απόσταση μεταξύ των πεζών μαζί με τον χάρτη θερμότητας, 

αποτυπώνουν την χωρική κατανομή τους στον χώρο του βίντεο. Στόχος αυτών των 

οπτικοποιήσεων είναι να αναδειχθεί η συγκέντρωση και η κίνηση των πεζών, ώστε να 

γίνει καλύτερη κατανόηση του χώρου. Παρακάτω παρουσιάζονται τα διαγράμματα 

και οι χάρτες που δημιουργήθηκαν για την εξαγωγή των οπτικών αποτελεσμάτων της 

μεθοδολογίας που υλοποιήθηκε στην παρούσα εργασία: 

 

 

 

 

Διάγραμμα 3: κατανομή αριθμού πεζών 

 
Διάγραμμα 3: κατανομή αριθμού πεζών 

Διάγραμμα 2: Εξομαλυμένη μέτρηση πεζών ανά καρέ 

 

 
Διάγραμμα 3: Εξομαλυμένη μέτρηση πεζών ανά καρέ 
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Αριθμός πεζών ανά καρέ 

Από τα παραπάνω διαγράμματα παρατηρείται πως η χρονοσειρά του αριθμού των 

πεζών παρουσιάζει σημαντικές διακυμάνσεις με τον αριθμό των πεζών να κυμαίνεται 

περίπου μεταξύ των 60-110 ανιχνεύσιμων ατόμων ανά καρέ. Η καμπύλη 

εξομάλυνσης δείχνει πως ο μέσος όρος των πεζών ανά καρέ σταθεροποιείται περίπου 

στους 85-90 πεζούς με ορισμένες διακυμάνσεις που ξεφεύγουν από αυτά τα όρια. Το 

ιστόγραμμα της κατανομής των πεζών δείχνει πως στην πλειονότητα των καρέ 

εντοπίζονται περίπου 80-90 άτομα, κάτι που επιβεβαιώνει την μέτρια πυκνότητα των 

σκηνών του βίντεο. 

Διάγραμμα 4: Κατανομή πυκνότητας πεζών 

 
 

Διάγραμμα 5: εξομαλυμένη πυκνότητα πεζών 
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Πυκνότητα πεζών 

Η εκτίμηση της πυκνότητας των πεζών προέκυψε από τον λόγο των πεζών που 

ανιχνεύτηκαν στα καρέ προς το εμβαδόν της περιοχής ενδιαφέροντος (640×480 px ≈ 

19.2×14.9 m). Η χρονοσειρά της πυκνότητας δείχνει πως οι τιμές τις κυμαίνονται 

μεταξύ 0.225 – 0.330 πεζών/ m2. Η εξομαλυμένη καμπύλη παρουσιάζει μία σταθερή 

τάση πυκνότητας πεζών με την πιο συχνή τιμή πυκνότητας να είναι βρίσκεται γύρω 

στα 0.28-0.32 άτομα/ m2. Αυτές οι τιμές δείχνουν πως στο χρονικό διάστημα που 

πραγματοποιήθηκε η ανάλυση, στον χώρο του βίντεο η πυκνότητα των πεζών είναι 

μέτρια, κάτι που αντιστοιχεί σε ελαφρώς περιορισμένη κινητικότητα. 

Για τα παρακάτω διαγράμματα θα γίνει σχολιασμός αναφορικά με τις αποστάσεις που 

διατηρούν οι πεζοί στα διαδοχικά καρέ του βίντεο. 

 

Διάγραμμα 6: εξομαλυμένη μέση απόσταση πεζών 

 
 

Διάγραμμα 7: κατανομή μέσης απόστασης πεζών ανά καρέ 
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Διάγραμμα 8: Διάγραμμα ελάχιστης μέσης και μέγιστης απόστασης πεζών 

 
 

Διάγραμμα 9: Κατανομή γειτονικών αποστάσεων ανά καρέ 

 

Εικόνα 14: Χάρτης πυκνότητας κεντροειδών 
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Η ανάλυση των αποστάσεων μεταξύ των κεντροειδών που υπολογίστηκαν για κάθε 

πεζό παρέχει επιπλέον πληροφορία για την κατανομή των πεζών. Πιο συγκεκριμένα 

για την μέση απόσταση που υπολογίστηκε, η χρονοσειρά που δημιουργήθηκε 

(διάγραμμα 6), αποτυπώνει συχνές διακυμάνσεις με μέση απόσταση πεζών 7.6 m, 

ενώ οι ακραίες τιμές κυμαίνονται από σχεδόν μηδενικές τιμές για την περίπτωση 

πεζών που περπατούν πολύ κοντά μεταξύ τους και μέγιστη τιμή 23.9m για άτομα που 

περπατούν κοντά στα περιθώρια των καρέ. Το ιστόγραμμα της μέσης απόστασης 

(διάγραμμα 7) παρουσιάζει συμμετρική κατανομή με το μεγαλύτερο ποσοστό των 

αποστάσεων να κυμαίνεται από 7-8 m, ενώ το διάγραμμα 8 δείχνει ότι τα μέγιστα των 

αποστάσεων μεταξύ των πεζών φτάνουν περισσότερο από 20 μέτρα. Τέλος η 

κατανομή των αποστάσεων προς τον πλησιέστερο γείτονα είναι έντονα 

μετατοπισμένη προς τα αριστερά (χαμηλές τιμές αποστάσεων). Η πλειοψηφία των 

πεζών απέχουν λιγότερο από 1 μέτρο στον χώρο γεγονός που υποδεικνύει σχετικά 

μεγάλη συμφόρηση και υψηλή συνάθροιση. 

Ο χάρτης θερμότητας των κεντροειδών (εικόνα 14) παρουσιάζει τις περιοχές του 

χώρου όπου κατά την διάρκεια του βίντεο υπάρχει η υψηλότερη συγκέντρωση πεζών. 

Οι υψηλότερες τιμές απεικονίζονται με κίτρινο χρώμα ενώ οι χαμηλότερες τιμές με 

σκούρο κόκκινο και μαύρο. Η υψηλότερες τιμές εντοπίζονται κυρίως στο κέντρο της 

εικόνας και χαμηλά ενώ στα πλευρικά τμήματα των εικόνων οι τιμές είναι χαμηλές. Ο 

χάρτης επιβεβαιώνει πως οι πεζοί δεν κατανέμονται ομοιόμορφα στον χώρο αλλά 

συγκεντρώνονται σε μία ζώνη (κεντρικός διάδρομος του εμπορικού). 

Η σύνθεση όλων των παραπάνω οδηγεί στο συμπέρασμα ότι η σκηνές του βίντεο 

χαρακτηρίζονται από μέτρια έως υψηλή πυκνότητα πεζών με μοτίβα συγκέντρωσης 

τα οποία μπορούν να αξιοποιηθούν για την κατανόηση της κινητικότητας των πεζών. 

Κεφάλαιο 6: Συμπεράσματα και μελλοντική Εργασία 

 

Στο παρόν κεφάλαιο της εργασίας συνοψίζονται τα κύρια αποτελέσματα της εργασίας 

και εξάγονται συμπεράσματα πάνω σε αυτά. Επιπλέον αναδεικνύονται οι περιορισμοί 

που εντοπίστηκαν κατά την υλοποίηση της μεθοδολογίας. Τέλος παρουσιάζονται 

προτάσεις για μελλοντική εργασία κατά την οποία θα βελτιωθεί και αναπτυχθεί η 

μεθοδολογία. 
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6.1 Συμπεράσματα 
 

Η εργασία αυτή είχε ως αντικείμενο την ανίχνευση και παρακολούθηση των πεζών με 

χρήση μοντέλων βαθιάς μάθησης με τελικό σκοπό την εξαγωγή χωρικών 

χαρακτηριστικών. Σχεδιάστηκε και υλοποιήθηκε ένα σύστημα κατά το οποίο 

περιλάμβανε στάδια ανίχνευσης, τμηματοποίησης, παρακολούθησης και παραγωγής 

χωρικών δεδομένων για την συμπεριφορά των πεζών στον χρόνο. 

Η εφαρμογή διαφορετικών συνδυασμών μοντέλων καθίστασαι δυνατή την μεταξύ 

τους ποιοτική αξιολόγηση πάνω στα αποτελέσματα της ανίχνευσης και της 

παρακολούθησης. Η χρήση των μοντέλων ανοιχτού κειμένου (YOLO-World + 

FastSAM) επιτρέπει την ευέλικτη ανίχνευση των αντικειμένων (πεζών) στον χώρο 

χωρίς περαιτέρω εκπαίδευση των μοντέλων. Ο συνδυασμός τους με μοντέλα 

τμηματοποίησης (FastSAM, SAM2) επέτρεψε να δημιουργηθεί ένα ολοκληρωμένο 

σύστημα tracking by detection. Πιο συγκεκριμένα από τους συνδυασμούς που 

επιλέχθηκαν, αυτός του YOLO-World + FastSAM ξεχώρισε με την ταχύτητά του, 

καθιστώντας το ικανό για εφαρμογές που η επεξεργασία σε πραγματικό χρόνο έχει 

προτεραιότητα έναντι της απόλυτης ακρίβειας. Ο συνδυασμός του OWLv2 + 

FastSAM παρουσίασε βελτιωμένη ικανότητα παρακολούθησης και τμηματοποίησης 

ακόμα και σε πιο δύσκολες σκηνές με σχετική ταχύτητα αλλά και ανακρίβεια στην 

παραγωγή των μασκών. Τέλος ο συνδυασμός OWLv2 και SAM2 απέδειξε υπεροχή 

έναντι των άλλων δύο ως προς την ακρίβεια στην ανίχνευση, στην τμηματοποίηση 

αλλά και στην τελική παρακολούθηση των πεζών στα διαδοχικά καρέ του βίντεο. 

Ωστόσο, οι υπολογιστικοί πόροι που χρειάζονται για την υλοποίησή του τον 

καθιστούν έναν απαιτητικό συνδυασμό. 

Η εξαγωγή των χωρικών χαρακτηριστικών των πεζών αποτέλεσε το τελικό στάδιο 

της μεθοδολογίας. Με την υπολογισμό των κεντροειδών για κάθε πεζό και των 

μεταξύ τους αποστάσεων προέκυψαν ποιοτικά συμπεράσματα που αφορούσαν την 

συμπεριφορά των πεζών. Επιπλέον η εκτίμηση της χωρικής πυκνότητας και η 

απεικόνιση της χωρικής κατανομής των πεζών, ανέδειξαν τις χρονικές στιγμές κατά 

τις οποίες υπήρχε συνωστισμός στον χώρο του βίντεο, προσφέροντας μία εικόνα της 

δυναμικής του πλήθους.  

Συνολικά η εργασία έδειξε πως ο συνδυασμός μοντέλων ανίχνευσης και 

τμηματοποίησης αιχμής μπορεί να αξιοποιηθεί με μεγάλη επιτυχία για την ανάλυση 

συγκοινωνιακών χαρακτηριστικών και την εξαγωγή χωρικών στατιστικών. Η 
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μεθοδολογία που αναπτύχθηκε έχει σημαντικά περιθώρια βελτίωσης με στόχο την 

εφαρμογή της και σε πιο απαιτητικά σενάρια. 

 

6.2 Περιορισμοί 
 

Παρά τα θετικά αποτελέσματα της μεθοδολογίας, η εργασία παρουσίασε και 

ορισμένου περιορισμούς που σχετίζονται τόσο με την ανίχνευση και την 

παρακολούθηση των πεζών όσο και με την εξαγωγή των χωρικών χαρακτηριστικών. 

Αρχικά η μεθοδολογία βασίστηκε μόνο στην ποιοτική αξιολόγηση των δεδομένων 

καθώς δεν εφαρμόστηκαν τεχνικές όπως η IoU (Intersection over Union) και mAP 

(mean Average Precision) οι οποίες δείχνουν κατά πόσο καλά επικαλύπτονται οι 

εικόνες και το ποσοστό σωστών ανιχνεύσεων αντίστοιχα, με αποτέλεσμα να μην 

υπάρχει ποσοτική αξιολόγηση των συνδυασμένων μοντέλων. Επιπλέον στις δύο 

μεθοδολογίες που εφαρμόστηκε για την ανίχνευση των πεζών το μοντέλο OWLv2, 

παρατηρήθηκαν περιπτώσεις διπλής ανίχνευσης για τον ίδιο πεζό, εξαιτίας της 

έλλειψης μηχανισμού Non-Maximum Suppression στο σύστημά του. Αυτό το 

γεγονός ενώ στην ουσία δεν επηρέασε σε μεγάλο βαθμό τα αποτελέσματα της 

μεθόδου θα μπορούσε στην πορεία να βελτιωθεί με την χρήση συγκεκριμένων 

κατωφλίων. Τέλος τα μοντέλο τμηματοποίησης FastSAM, ενώ φημίζεται για την 

ταχύτητά του, κάτι που ανέδειξε και η εφαρμογή του στο συγκεκριμένο πείραμα, 

καταστήθηκε αναξιόπιστο σε πυκνοκατοικημένες περιοχές. Αντίθετα το SAM2 αν και 

παρήγαγε αξιόπιστες γεωμετρικές μάσκες στο μεγαλύτερο ποσοστό των καρέ, 

τουλάχιστον σε ποιοτικό επίπεδο, οι υπολογιστικές του απαιτήσεις και η 

περιορισμένη ταχύτητα το καθιστούν δύσχρηστο σε σενάρια πραγματικού χρόνου. 

Τέλος η μετατροπή των αποστάσεων από pixel→ μέτρα βασίστηκε σε 

απλουστευμένη μεθοδολογία κλίμακας και όχι σε πλήρες καλιμπράρισμα εικόνας και 

χρήσης ολοκληρωμένων φωτογραμμετρικών μεθόδων. Αυτό σημαίνει πως οι τιμές 

των αποστάσεων των πεζών και τα αποτελέσματα πυκνότητάς τους χρειάζεται να 

ερμηνευθούν με προσοχή καθώς αυτά δεν αντανακλούν με απόλυτη ακρίβεια τις 

πραγματικέ συνθήκες που επικρατούν στον χώρο του βίντεο. 
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6.3 Μελλοντική Εργασία 
 

Με βάση τα συμπεράσματα αλλά και τους περιορισμούς που διέπουν την παραπάνω 

μεθοδολογία υπάρχουν ορισμένες κατευθύνσεις οι οποίες μπορούν να ακολουθηθούν 

για την βελτίωση και ανάπτυξή της. Μία από τις πιο άμεσες προτάσεις είναι η 

δημιουργία σχολιασμένων συνόλων δεδομένων (annotated datasets) τα οποία θα 

επιτρέψουν την ποσοτική αξιολόγηση των αποτελεσμάτων της μεθοδολογίας 

ανίχνευσης και παρακολούθησης των πεζών. Με αυτόν τον τρόπο θα μπορεί να γίνει 

και βελτιστοποίηση των μοντέλων ώστε να ανταποκρίνονται καλύτερα σε αντίστοιχα 

σενάρια. 

Μία δεύτερη κατεύθυνση που αφορά την μετατροπή των pixel→ μέτρα είναι η 

εφαρμογή αξιόπιστων και ολοκληρωμένων φωτογραμμετρικών μεθόδων που θα 

αποδώσουν ακριβή μετατροπή των pixel και κατ’ επέκταση ορθότερα αποτελέσματα 

στον υπολογισμό χωρικών χαρακτηριστικών. 

Τέλος προτείνεται ο εμπλουτισμός της μεθοδολογίας στο κομμάτι της ανάλυσης των 

συγκοινωνιακών στατιστικών. Με την χρήση μοναδικών ID ( ταυτοτήτων) για κάθε 

πεζό μπορεί να πραγματοποιηθεί δυναμική ανάλυση των πεζών εξάγοντας 

χαρακτηριστικά για την κατεύθυνση την πορεία και την ταχύτητά τους. Με αυτόν τον 

τρόπο η μεθοδολογία δεν θα περιορίζεται μόνο σε στατικές μετρήσεις όπως οι 

αποστάσεις και η πυκνότητα των πεζών, αλλά θα μπορεί να αποδώσει και 

πληροφορίες για την δυναμική του πλήθους στον χώρο και στον χρόνο. 
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Παραρτήματα 

 

 

Παράρτημα Α: Κώδικας ανίχνευσης και τμηματοποίησης με 

τον συνδυασμό OWLv2 + SAM2 
 

# ========================= 
# 0) Paths, image list & imports  
# ========================= 
import os 
from google.colab import drive 
drive.mount('/content/drive') 
 
import cv2 
import numpy as np 
from google.colab.patches import cv2_imshow 
from transformers import pipeline 
import torch 
from PIL import Image 
 
folder_file = '/content/drive/MyDrive/diplwmatiki/JPG_1786_filtered'  # <- οι 
είσοδοι 
output_folder = '/content/drive/MyDrive/diplwmatiki/results_sam2_pedestrian' 
os.makedirs(output_folder, exist_ok=True) 
 
image_files = [os.path.join(folder_file, f) 
        for f in os.listdir(folder_file) 
        if f.lower().endswith('.jpg')] 
# ========================= 

# 1) Install/Clone SAM2 
# ========================= 
!git clone -q https://github.com/facebookresearch/sam2.git /content/sam2 
%cd /content/sam2 
!pip install -q -e . 
!mkdir -p /content/sam2/checkpoints 
!wget -q -O /content/sam2/checkpoints/sam2.1_hiera_large.pt \ 
 https://dl.fbaipublicfiles.com/segment_anything_2/092824/sam2.1_hiera_large.pt 
 

import cv2 
import numpy as np 
from google.colab.patches import cv2_imshow 
from transformers import pipeline 
import torch 
from PIL import Image 
 
folder_file = '/content/drive/MyDrive/diplwmatiki/JPG_1786_filtered'  
output_folder = '/content/drive/MyDrive/diplwmatiki/results_sam2_pedestrian' 
os.makedirs(output_folder, exist_ok=True) 
 
image_files = [os.path.join(folder_file, f) 
        for f in os.listdir(folder_file) 
        if f.lower().endswith('.jpg')] 
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from sam2.build_sam import build_sam2 
from sam2.sam2_image_predictor import SAM2ImagePredictor 
 
# ========================= 
# 2) Models: OWLv2 (detector) + SAM2 (segmenter) 
# ========================= 
# OWLv2 zero-shot detector  
detector = pipeline( 
  task='zero-shot-object-detection', 
  model='google/owlv2-base-patch16', 
  device=0 if torch.cuda.is_available() else -1 
) 
candidate_labels = ['pedestrian'] 
detection_threshold = 0.10 
 
# SAM2 
repo_root = '/content/sam2' 
model_cfg = "configs/sam2.1/sam2.1_hiera_l.yaml"          
checkpoint_path = f"{repo_root}/checkpoints/sam2.1_hiera_large.pt" 
 
device = 'cuda' if torch.cuda.is_available() else 'cpu' 
sam2_model = build_sam2(model_cfg, checkpoint_path).to(device) 
predictor = SAM2ImagePredictor(sam2_model) 
 
# ========================= 
# 3) Processing loop 
# ========================= 
max_box_area_ratio = 0.01  
max_mask_area_ratio = 0.25  
 
for idx, image_path in enumerate(image_files, 1): 
  # --- Read image 
  img = cv2.imread(image_path) 
  if img is None: 
    print(f"[{idx}] Failed to load {image_path}") 
    continue 
  orig_h, orig_w = img.shape[:2] 
  img_area = orig_h * orig_w 
 
  # --- OWLv2 detection (PIL RGB) 
  pil_img = Image.fromarray(cv2.cvtColor(img, cv2.COLOR_BGR2RGB)) 
  detections = detector( 
    image=pil_img, 
    candidate_labels=candidate_labels, 
    threshold=detection_threshold 
  ) 
 
  # --- Collect boxes/scores 
  boxes, scores = [], [] 
  for det in detections: 
    b = det['box'] # dict: xmin,ymin,xmax,ymax (pixel coords) 
    boxes.append([float(b['xmin']), float(b['ymin']), float(b['xmax']), 
float(b['ymax'])]) 
    scores.append(float(det['score'])) 
 
  if not boxes: 
    print(f"[{idx}] No '{candidate_labels}' in {os.path.basename(image_path)}") 
    continue 
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  # --- Filter boxes by area 
  filtered_boxes, filtered_scores = [], [] 
  for box, sc in zip(boxes, scores): 
    x1, y1, x2, y2 = box 
    area = max(0.0, (x2 - x1)) * max(0.0, (y2 - y1)) 
    if area > 0 and (area / img_area) < max_box_area_ratio: 
      filtered_boxes.append(box) 
      filtered_scores.append(sc) 
 
  if not filtered_boxes: 
    print(f"[{idx}] No reasonable person boxes in 
{os.path.basename(image_path)}") 
    continue 
 
  # --- SAM2 predict with box prompts 
  # SAM2ImagePredictor  
  rgb = cv2.cvtColor(img, cv2.COLOR_BGR2RGB) 
  predictor.set_image(rgb) 
 
  masks_collected = [] 
  final_boxes, final_scores = [], [] 
 
  for box, sc in zip(filtered_boxes, filtered_scores): 
    box_np = np.array(box, dtype=np.float32) # [x1,y1,x2,y2] 
    masks, _, _ = predictor.predict( 
      box=box_np, 
      multimask_output=False 
    ) 
    # masks.shape: (1, H, W) 
    mask = masks[0].astype(np.uint8) 
    mask_area = int(mask.sum()) 
    if mask_area > 0 and (mask_area / img_area) < max_mask_area_ratio: 
      masks_collected.append(mask) 
      final_boxes.append(box) 
      final_scores.append(sc) 
 
  if not final_boxes: 
    print(f"[{idx}] No plausible person masks in 
{os.path.basename(image_path)}") 
    continue 
 
  # --- Build overlay 
  colored_mask = np.zeros_like(img) # BGR 
  for m in masks_collected: 
     
    colored_mask[m.astype(bool)] = (0, 255, 0) # πράσινο 
  overlay = cv2.addWeighted(img, 1.0, colored_mask, 0.5, 0) 
 
  for (x1, y1, x2, y2), sc in zip(final_boxes, final_scores): 
    p1, p2 = (int(x1), int(y1)), (int(x2), int(y2)) 
    cv2.rectangle(overlay, p1, p2, (255, 0, 0), 2) 
    cv2.putText(overlay, f"{sc:.2f}", (p1[0], max(0, p1[1]-5)), 
          cv2.FONT_HERSHEY_SIMPLEX, 0.5, (255, 0, 0), 1) 
 
  # --- Show & Save 
  try: 
    cv2_imshow(overlay)  
  except Exception: 
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    pass 
 
  out_name = os.path.basename(image_path) 
  out_path = os.path.join(output_folder, out_name) 
  cv2.imwrite(out_path, overlay) 
  print(f"[{idx}] Saved: {out_path}") 
 
# ========================= 
# 4) Cleanup  
# ========================= 
cv2.destroyAllWindows() 

 

 

Παράρτημα Β: Κώδικας ανίχνευσης και τμηματοποίησης με τον 

συνδυασμό OWLv2 + FastSAM 
 

# install/clone FastSAM 
 
!pip install ultralytics 
!pip install gdown transformers torch torchvision 
!git clone https://github.com/CASIA-IVA-Lab/FastSAM 
%cd FastSAM 
!pip install -r requirements.txt 
%cd .. 
 
# Download FastSAM pretrained weights  
!mkdir -p FastSAM/weights 
!gdown --id 1m1sjY4ihXBU1fZXdQ-Xdj-mDltW-2Rqv -O 
FastSAM/weights/fast_sam_vit_h.pt 
 
# Mount Google Drive 
from google.colab import drive 
drive.mount('/content/drive') 
 
folder_file = '/content/drive/MyDrive/diplwmatiki/JPG_1786_filtered' 
image_files = [os.path.join(folder_file, f) for f in os.listdir(folder_file) if 
f.lower().endswith('.jpg')] 
 
# Imports for open-vocabulary detection + segmentation 
import os 
import cv2 
import numpy as np 
from google.colab.patches import cv2_imshow 
from transformers import pipeline 
from ultralytics import FastSAM 
 

output_dir = "/content/drive/MyDrive/diplwmatiki/OWLv2_FastSAM_0.1_results" 
os.makedirs(output_dir, exist_ok=True) 
# Load zero-shot OWLv2 for detection (open-vocabulary) 
detector = pipeline( 
  task='zero-shot-object-detection', 
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  model='google/owlv2-base-patch16', # use OWLv2 model 
  device=0 # use GPU 
) 
# Define text prompts  
candidate_labels = ['pedestrian'] 
#detection threshold 
detection_threshold = 0.1 
 
# Load FastSAM for segmentation 
sam = FastSAM('FastSAM/weights/fast_sam_vit_h.pt') 
 
max_boxarea_ratio = 0.01 
 

# Process with open-vocabulary: detection + segmentation 
for image_path in image_files: 
  # 1. Read image 
  img = cv2.imread(image_path) 
  if img is None: 
    print(f"Failed to load {image_path}") 
    continue 
  orig_h, orig_w = img.shape[:2] 
 
  # 2. OWLv2 zero-shot detection 
  from PIL import Image 
  pil_img = Image.fromarray(cv2.cvtColor(img, cv2.COLOR_BGR2RGB)) 
  detections = detector( 
    image=pil_img, 
    candidate_labels=candidate_labels, 
    threshold=detection_threshold 
  ) 
 
  # 3 Extract bounding boxes and scores 
  boxes = [] 
  scores = [] 
  for det in detections: 
    box = det['box'] 
    boxes.append([box['xmin'], box['ymin'], box['xmax'], box['ymax']]) 
    scores.append(det['score']) 
 
  # Filter based on box area  
  img_area = orig_w * orig_h 
  filtered_boxes = [] 
  filtered_scores = [] 
 
  for (x1, y1, x2, y2), s in zip(boxes, scores): 
    x1 = max(0, min(int(x1), orig_w - 1)) 
    x2 = max(0, min(int(x2), orig_w - 1)) 
    y1 = max(0, min(int(y1), orig_h - 1)) 
    y2 = max(0, min(int(y2), orig_h - 1)) 
 
    w = max(0, x2 - x1) 
    h = max(0, y2 - y1) 
    area_ratio = (w * h) / img_area if img_area > 0 else 0.0 
 
    if area_ratio <= max_boxarea_ratio: 
      filtered_boxes.append([x1, y1, x2, y2]) 
      filtered_scores.append(s) 
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  boxes, scores = filtered_boxes, filtered_scores 
 
  if len(boxes) == 0: 
    print(f"Καμία ανίχνευση <= {max_boxarea_ratio:.2%} στο {image_path} — 
συνέχιση στο επόμενο.") 
    continue 
 
  # 4. FastSAM segmentation 
  results_sam = sam.predict(source=img, bboxes=boxes) 
  res = results_sam[0] 
 
  # 5. Retrieve and resize masks 
  mask_tensors = res.masks.data 
  mask_data = mask_tensors.cpu().numpy() 
 
  # 6. Create colored mask overlay 
  colored_mask = np.zeros_like(img) 
  for mask in mask_data: 
    mask_resized = cv2.resize(mask.astype(np.uint8), (orig_w, orig_h), 
interpolation=cv2.INTER_NEAREST) 
    mask_bool = mask_resized.astype(bool) 
    colored_mask[mask_bool] = (0, 255, 0) 
  overlay = cv2.addWeighted(img, 1.0, colored_mask, 0.5, 0) 
 
  # 7. Draw boxes and scores 
  for (x1, y1, x2, y2), score in zip(boxes, scores): 
    pt1 = (int(x1), int(y1)) 
    pt2 = (int(x2), int(y2)) 
    cv2.rectangle(overlay, pt1, pt2, (255, 0, 0), 2) 
    cv2.putText(overlay, f"{score:.2f}", (pt1[0], pt1[1]-5), 
          cv2.FONT_HERSHEY_SIMPLEX, 0.5, (255, 0, 0), 1) 
 
  # 8. Save results 
  filename = os.path.basename(image_path) 
  save_path = os.path.join(output_dir, f"res_{filename}") 
  cv2.imwrite(save_path, overlay) 

  print(f"✅  Saved: {save_path}") 
 
  # Show results 
  cv2_imshow(overlay) 
  cv2.waitKey(500) 
 
cv2.destroyAllWindows() 
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Παράρτημα Γ: Κώδικας ανίχνευσης και τμηματοποίησης με τον 

συνδυασμό YOLO-World + FastSAM 
 

#install/clone models 
!pip install -U ultralytics 
!git clone https://github.com/CASIA-IVA-Lab/FastSAM 
%cd FastSAM 
!pip install -r requirements.txt 
 
!pip install gdown 
!mkdir -p FastSAM/weights 
!gdown --id 1m1sjY4ihXBU1fZXdQ-Xdj-mDltW-2Rqv \ 
 -O FastSAM/weights/FastSAM.pt 
!gdown --id 10XmSj6mmpmRb8NhXbtiuO9cTTBwR_9SV \ 
 -O FastSAM/weights/FastSAM-s.pt 
 

#imports for object detection with open vocabulary  
from ultralytics import YOLOWorld 
from ultralytics import FastSAM 
 
import torch 
from google.colab import drive 
drive.mount('/content/drive') 
import cv2 
from google.colab.patches import cv2_imshow 
import numpy as np 
import os 
 

model = YOLOWorld("yolov8s-worldv2.pt") 
sam = FastSAM('FastSAM/weights/FastSAM.pt', ) 
yolo = YOLOWorld("yolov8s-worldv2.pt") 
 
yolo.set_classes(['person']) 
yolo.save("yolo_person_only.pt") 
 
 
 

# Train the model on the COCO8 example dataset 
results = model.train(data="coco8.yaml", epochs=100, imgsz=640, patience = 10) 
 
folder_file= '/content/drive/MyDrive/diplwmatiki/JPG_1786_filtered' 
output_dir = "/content/drive/MyDrive/diplwmatiki/YOLO_World_FastSAM_results" 
os.makedirs(output_dir, exist_ok=True) 
 
image_files= [os.path.join(folder_file, f) for f in os.listdir(folder_file) if 
f.endswith('jpg')] 
 
for idx, image_path in enumerate(image_files): 
  # 1. Read image 
  img = cv2.imread(image_path) 
  if img is None: 
    print(f"Failed to load {image_path}") 
    continue 
  orig_h, orig_w = img.shape[:2] 
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  # 2. YOLOWorld detection 
  yolo_results = yolo.predict( 
    source=image_path, 
    conf=0.1, 
    imgsz=1280 
  ) 
  dets = yolo_results[0].boxes 
 
  # 3. Extract bounding boxes and scores 
  boxes = dets.xyxy.cpu().numpy().tolist() 
  scores = dets.conf.cpu().numpy().tolist() 
 
  # 4. FastSAM segmentation 
  results_sam = sam.predict(source=img, bboxes=boxes) 
  res = results_sam[0] 
 
  # 5. Retrieve mask data 
  mask_tensors = res.masks.data 
  mask_data = mask_tensors.cpu().numpy() 
 
  # 6. Create colored mask overlay 
  colored_mask = np.zeros_like(img) 
  for mask in mask_data: 
    mask_resized = cv2.resize(mask.astype(np.uint8), (orig_w, orig_h), 
interpolation=cv2.INTER_NEAREST) 
    mask_bool = mask_resized.astype(bool) 
    colored_mask[mask_bool] = (0, 255, 0) 
 
  overlay = cv2.addWeighted(img, 1.0, colored_mask, 0.5, 0) 
 
  # 7. Draw detection boxes and scores 
  for (x1, y1, x2, y2), score in zip(boxes, scores): 
    pt1 = (int(x1), int(y1)) 
    pt2 = (int(x2), int(y2)) 
    cv2.rectangle(overlay, pt1, pt2, (255, 0, 0), 2) 
    cv2.putText(overlay, f"{score:.2f}", (pt1[0], pt1[1]-5), 
          cv2.FONT_HERSHEY_SIMPLEX, 0.5, (255, 0, 0), 1) 
 
  # 8. Save result στο Drive 
  filename = os.path.basename(image_path)  
  save_path = os.path.join(output_dir, f"res_{filename}") 
  cv2.imwrite(save_path, overlay) 

  print(f"✅  Saved: {save_path}") 
 
   
   cv2_imshow(overlay) 
   cv2.waitKey(500) 
 
cv2.destroyAllWindows() 
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Παράρτημα Δ: Υπολογισμός κεντροειδών, αποστάσεων και 

μετατροπή τους σε μέτρα 
 

 
# ========================= 
# CENTROIDS FROM BBOXES 
# ========================= 
import os 
import pandas as pd 
import numpy as np 
from tqdm import tqdm 
from google.colab import drive 
drive.mount('/content/drive') 
 
root = "/content/drive/MyDrive/diplwmatiki/results_sam2_pedestrian" 
ann_csv = os.path.join(root, "annotations.csv") 
out_centroids = os.path.join(root, "detections_centroids_px.csv") 
 
assert os.path.exists(ann_csv), f"Δεν βρέθηκε: {ann_csv}" 
 
# Φορτώνει μόνο ό,τι χρειάζεται 
usecols = ["image_name", "det_id", "bbox_xmin", "bbox_ymin", "bbox_xmax", 
"bbox_ymax"] 
df = pd.read_csv(ann_csv, usecols=usecols) 
 
# Μετατροπή σε numeric (αγνoεί μη έγκυρες γραμμές) 
for c in ["det_id", "bbox_xmin", "bbox_ymin", "bbox_xmax", "bbox_ymax"]: 
  df[c] = pd.to_numeric(df[c], errors="coerce") 
 
# Φίλτρο: κρατά όσες έχουν πλήρες bbox 
df = df.dropna(subset=["det_id", "bbox_xmin", "bbox_ymin", "bbox_xmax", 
"bbox_ymax"]).copy() 
df["det_id"] = df["det_id"].astype(int) 
 
# natural sort των καρέ με βάση ψηφία στο όνομα 
try: 
  order = 
df["image_name"].astype(str).str.extract(r"(\d+)").astype(float).fillna(0)[0] 
  df = df.assign(_order_=order).sort_values(["_order_", "image_name", 
"det_id"]) 
except Exception: 
  df = df.sort_values(["image_name", "det_id"]) 
 
# Υπολογισμός κέντρου bbox 
# cx = (xmin + xmax)/2, cy = (ymin + ymax)/2 
cx = 0.5 * (df["bbox_xmin"].to_numpy() + df["bbox_xmax"].to_numpy()) 
cy = 0.5 * (df["bbox_ymin"].to_numpy() + df["bbox_ymax"].to_numpy()) 
 
centroids = pd.DataFrame({ 
  "image_name": df["image_name"].to_numpy(), 
  "det_id":   df["det_id"].to_numpy(), 
  "cx_px":   cx.astype(float), 
  "cy_px":   cy.astype(float), 
  "source":   np.full(len(df), "bbox", dtype=object) # για αναφορά 
}) 
 
centroids.to_csv(out_centroids, index=False) 

print(f"✅  Saved centroids: {out_centroids} (rows={len(centroids)})") 
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root = "/content/drive/MyDrive/diplwmatiki/results_sam2_pedestrian" 
px_csv = os.path.join(root, "detections_centroids_px.csv") 
dfc = pd.read_csv(px_csv) 
 
def pairwise_dists(xy): 
  diff = xy[:,None,:] - xy[None,:,:] 
  return np.sqrt((diff**2).sum(axis=2)) 
 
summ_rows, nn_rows = [], [] 
 
# ταξινόμηση όπως πριν  
try: 
  dfc["_order_"] = 
dfc["image_name"].astype(str).str.extract(r"(\d+)").astype(float).fillna(0)[0] 
  dfc = dfc.sort_values(["_order_", "image_name", "det_id"]) 
except Exception: 
  dfc = dfc.sort_values(["image_name", "det_id"]) 
 
for image_name, g in dfc.groupby("image_name"): 
  pts = g[["cx_px","cy_px"]].to_numpy(dtype=float) 
  if len(pts) < 2: 
    summ_rows.append({"image_name": image_name, "min_distance_px": np.nan, 
             "mean_distance_px": np.nan, "max_distance_px": np.nan, 
             "count_detections": len(pts)}) 
    continue 
  D = pairwise_dists(pts) 
  np.fill_diagonal(D, np.nan) 
  allp = D[~np.isnan(D)] 
  summ_rows.append({"image_name": image_name, 
           "min_distance_px": float(np.min(allp)), 
           "mean_distance_px": float(np.mean(allp)), 
           "max_distance_px": float(np.max(allp)), 
           "count_detections": len(pts)}) 
  nn = np.nanmin(D, axis=1) 
  for det_id, d in zip(g["det_id"].to_list(), nn): 
    nn_rows.append({"image_name": image_name, "det_id": int(det_id), 
            "nearest_neighbor_distance_px": float(d)}) 
 
df_sum = pd.DataFrame(summ_rows) 
df_nn = pd.DataFrame(nn_rows) 
df_sum.to_csv(os.path.join(root, "distances_summary_px.csv"), index=False) 
df_nn.to_csv(os.path.join(root, "nearest_neighbor_per_detection_px.csv"), 
index=False) 

print("✅  Saved distances CSVs") 
 
root = "/content/drive/MyDrive/diplwmatiki/results_sam2_pedestrian" 
px_csv = os.path.join(root, "detections_centroids_px.csv") 
dfc = pd.read_csv(px_csv) 
 
def pairwise_dists(xy): 
  diff = xy[:,None,:] - xy[None,:,:] 
  return np.sqrt((diff**2).sum(axis=2)) 
 
summ_rows, nn_rows = [], [] 
 
# ταξινόμηση όπως πριν  
try: 
  dfc["_order_"] = 
dfc["image_name"].astype(str).str.extract(r"(\d+)").astype(float).fillna(0)[0] 
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  dfc = dfc.sort_values(["_order_", "image_name", "det_id"]) 
except Exception: 
  dfc = dfc.sort_values(["image_name", "det_id"]) 
 
for image_name, g in dfc.groupby("image_name"): 
  pts = g[["cx_px","cy_px"]].to_numpy(dtype=float) 
  if len(pts) < 2: 
    summ_rows.append({ 
      "image_name": image_name, 
      "min_distance_px": np.nan, 
      "mean_distance_px": np.nan, 
      "max_distance_px": np.nan, 
      "count_detections": len(pts) 
    }) 
    continue 
 
  D = pairwise_dists(pts) 
  np.fill_diagonal(D, np.nan) 
  allp = D[~np.isnan(D)] 
 
  summ_rows.append({ 
    "image_name": image_name, 
    "min_distance_px": float(np.min(allp)), 
    "mean_distance_px": float(np.mean(allp)), 
    "max_distance_px": float(np.max(allp)), 
    "count_detections": len(pts) 
  }) 
 
  nn = np.nanmin(D, axis=1) 
  for det_id, d in zip(g["det_id"].to_list(), nn): 
    nn_rows.append({ 
      "image_name": image_name, 
      "det_id": int(det_id), 
      "nearest_neighbor_distance_px": float(d) 
    }) 
 
df_sum = pd.DataFrame(summ_rows) 
df_nn = pd.DataFrame(nn_rows) 
 
#Save PX  
out_sum_px = os.path.join(root, "distances_summary_px.csv") 
out_nn_px = os.path.join(root, "nearest_neighbor_per_detection_px.csv") 
df_sum.to_csv(out_sum_px, index=False) 
df_nn.to_csv(out_nn_px, index=False) 

print("✅  Saved:", out_sum_px) 

print("✅  Saved:", out_nn_px) 
 
#  Convert to meters (0.031 m/px) & Save 
meters_per_pixel = 0.031 
 
# Per-frame summary in meters 
df_sum_m = df_sum.copy() 
for c in ["min_distance_px","mean_distance_px","max_distance_px"]: 
  df_sum_m[c.replace("_px","_m")] = df_sum_m[c] * meters_per_pixel 
κρατάει και το count_detections / image_name 
df_sum_m = df_sum_m.drop(columns=[c for c in df_sum_m.columns if 
c.endswith("_px")]) 
out_sum_m = os.path.join(root, "distances_summary_m.csv") 
df_sum_m.to_csv(out_sum_m, index=False) 
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print("✅  Saved:", out_sum_m) 
 
# Nearest-neighbor in meters 
df_nn_m = df_nn.copy() 
if not df_nn_m.empty: 
  df_nn_m["nearest_neighbor_distance_m"] = 
df_nn_m["nearest_neighbor_distance_px"] * meters_per_pixel 
  df_nn_m = df_nn_m.drop(columns=["nearest_neighbor_distance_px"]) 
out_nn_m = os.path.join(root, "nearest_neighbor_per_detection_m.csv") 
df_nn_m.to_csv(out_nn_m, index=False) 

print("✅  Saved:", out_nn_m) 
 

 

Παράρτημα Ε: Κώδικας για την οπτικοποίηση αποτελεσμάτων σε 

γραφήματα, ιστογράμματα και χάρτη πυκνότητα 
 

import os, numpy as np, pandas as pd 
import matplotlib.pyplot as plt 
from google.colab import drive 
 
drive.mount('/content/drive') 
 
root = "/content/drive/MyDrive/diplwmatiki/results_sam2_pedestrian" 
plots_dir = os.path.join(root, "plots_new") 
os.makedirs(plots_dir, exist_ok=True) 
 
in_csv = os.path.join(root, "distances_summary_m.csv") 
assert os.path.exists(in_csv) 
 
df = pd.read_csv(in_csv) 
 
col_min = "min_distance_m" 
col_mean = "mean_distance_m" 
col_max = "max_distance_m" 
 
for c in [col_min, col_mean, col_max]: 
  df[c] = pd.to_numeric(df[c], errors="coerce") 
 
df_sorted = df.copy() 
df_sorted["__order__"] = np.arange(len(df_sorted)) 
if "image_name" in df.columns: 
  try: 
    df_sorted = df_sorted.sort_values( 
      "image_name", 
      key=lambda s: 
s.astype(str).str.extract(r"(\d+)").astype(float).fillna(0)[0] 
    ) 
    df_sorted["__order__"] = np.arange(len(df_sorted)) 
  except Exception: 
    pass 
 
# Stats 
stats = { 
  "count_frames": int(len(df)), 
  "frames_with_pairs": int(df[col_min].notna().sum()), 
  "global_min_of_min": float(df[col_min].min()), 
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  "global_max_of_max": float(df[col_max].max()), 
  "mean_of_mean": float(df[col_mean].mean()), 
  "median_of_mean": float(df[col_mean].median()), 
  "p10_mean": float(df[col_mean].quantile(0.10)), 
  "p90_mean": float(df[col_mean].quantile(0.90)), 
} 

print("\n✅  Aggregate stats (meters):") 
for k,v in stats.items(): 
  print(f"{k}: {v:.3f}" if isinstance(v, float) else f"{k}: {v}") 
 
# Time series 
plt.figure(figsize=(10,4)) 
plt.plot(df_sorted["__order__"], df_sorted[col_mean], linewidth=1.5) 
plt.xlabel("Frame index") 
plt.ylabel("Mean distance (m)") 
plt.title("Mean pedestrian distance per frame") 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"mean_distance_timeseries_m.png"), 
dpi=150); plt.show() 
 
# Rolling mean 
win = 20 
roll = df_sorted[col_mean].rolling(window=win, min_periods=1, 
center=True).mean() 
plt.figure(figsize=(10,4)) 
plt.plot(df_sorted["__order__"], df_sorted[col_mean], alpha=0.35, 
label="mean") 
plt.plot(df_sorted["__order__"], roll, linewidth=2, label=f"rolling mean 
(w={win})") 
plt.xlabel("Frame index"); plt.ylabel("Mean distance (m)") 
plt.title("Smoothed mean pedestrian distance"); plt.legend() 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,f"mean_distance_rolling_w{win}_m.png"), 
dpi=150); plt.show() 
 
# Histogram 
valid_means = df[col_mean].dropna() 
plt.figure(figsize=(7,4)) 
plt.hist(valid_means, bins=30, edgecolor="black") 
plt.xlabel("Frame mean distance (m)"); plt.ylabel("Frequency") 
plt.title("Distribution of per-frame mean distances") 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"mean_distance_hist_m.png"), dpi=150); 
plt.show() 
 
# Boxplot 
series = [df[c].dropna() for c in [col_min, col_mean, col_max]] 
labels = ["min","mean","max"] 
plt.figure(figsize=(7,4)) 
plt.boxplot(series, labels=labels, showfliers=False) 
plt.ylabel("Distance (m)") 
plt.title("Per-frame distance summary (boxplot)") 
plt.grid(True, axis="y", linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"distances_boxplot_m.png"), dpi=150); 
plt.show() 
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# nearest-neighbor histogram σε μέτρα 
nn_m = os.path.join(root, "nearest_neighbor_per_detection_m.csv") 
if os.path.exists(nn_m): 
  dfnn = pd.read_csv(nn_m) 
  if "nearest_neighbor_distance_m" in dfnn.columns: 
    vals = pd.to_numeric(dfnn["nearest_neighbor_distance_m"], 
errors="coerce").dropna() 
    plt.figure(figsize=(7,4)) 
    plt.hist(vals, bins=40, edgecolor="black") 
    plt.xlabel("Nearest-neighbor distance (m)"); plt.ylabel("Frequency") 
    plt.title("Distribution of nearest-neighbor distances") 
    plt.grid(True, linestyle="--", alpha=0.5) 
    plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"nearest_neighbor_hist_m.png"), 
dpi=150); plt.show() 
 
# Παράμετροι σκηνής 
W_px, H_px = 640, 480 
meters_per_pixel = 0.031 
W_m, H_m = W_px*meters_per_pixel, H_px*meters_per_pixel 
area_m2 = W_m * H_m 
print(f"Scene: {W_m:.3f} x {H_m:.3f} m (area={area_m2:.3f} m²)") 
 
centroids_csv = os.path.join(root, "detections_centroids_px.csv") 
assert os.path.exists(centroids_csv) 
 
dfc = pd.read_csv(centroids_csv, 
usecols=["image_name","det_id","cx_px","cy_px"]).copy() 
dfc["cx_m"] = pd.to_numeric(dfc["cx_px"], errors="coerce") * 
meters_per_pixel 
dfc["cy_m"] = pd.to_numeric(dfc["cy_px"], errors="coerce") * 
meters_per_pixel 
dfc = dfc.dropna(subset=["cx_m","cy_m"]) 
 

# Crowd and density 
counts = (dfc.groupby("image_name", as_index=False) 
       .size() 
       .rename(columns={"size":"N"})) 
try: 
  counts["_order_"] = 
counts["image_name"].astype(str).str.extract(r"(\d+)").astype(float).fillna
(0)[0] 
except Exception: 
  counts["_order_"] = np.arange(len(counts)) 
counts = 
counts.sort_values(["_order_","image_name"]).reset_index(drop=True) 
 
counts["density_m2"] = counts["N"] / area_m2 
counts.to_csv(os.path.join(root, "pedestrian_density_per_frame.csv"), 
index=False) 
 

# Count time series 
plt.figure(figsize=(10,4)) 
plt.plot(counts.index, counts["N"], linewidth=1.5) 
plt.xlabel("Frame index"); plt.ylabel("Pedestrian count") 
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plt.title("Pedestrian count per frame") 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"count_timeseries.png"), dpi=150); 
plt.show() 
 
# Smoothed count 
win = 20 
rollN = counts["N"].rolling(window=win, min_periods=1, center=True).mean() 
plt.figure(figsize=(10,4)) 
plt.plot(counts.index, counts["N"], alpha=0.35, label="count") 
plt.plot(counts.index, rollN, linewidth=2, label=f"rolling mean (w={win})") 
plt.xlabel("Frame index"); plt.ylabel("Pedestrian count") 
plt.title("Smoothed pedestrian count per frame"); plt.legend() 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,f"count_rolling_w{win}.png"), dpi=150); 
plt.show() 
 
# Density time series (m^2) 
plt.figure(figsize=(10,4)) 
plt.plot(counts.index, counts["density_m2"], linewidth=1.5) 
plt.xlabel("Frame index"); plt.ylabel("Density (pedestrians / m²)") 
plt.title("Pedestrian density per frame") 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"density_timeseries_m2.png"), dpi=150); 
plt.show() 
 
# Smoothed density 
rollD = counts["density_m2"].rolling(window=win, min_periods=1, 
center=True).mean() 
plt.figure(figsize=(10,4)) 
plt.plot(counts.index, counts["density_m2"], alpha=0.35, label="density") 
plt.plot(counts.index, rollD, linewidth=2, label=f"rolling mean (w={win})") 
plt.xlabel("Frame index"); plt.ylabel("Density (pedestrians / m²)") 
plt.title("Smoothed pedestrian density"); plt.legend() 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,f"density_rolling_w{win}_m2.png"), 
dpi=150); plt.show() 
 
# Histograms 
plt.figure(figsize=(7,4)) 
plt.hist(counts["density_m2"], bins=30, edgecolor="black") 
plt.xlabel("Density (pedestrians / m²)"); plt.ylabel("Frequency") 
plt.title("Distribution of pedestrian density") 
plt.grid(True, linestyle="--", alpha=0.5) 
plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"density_hist_m2.png"), dpi=150); 
plt.show() 
 
# Heatmap  
x_m = dfc["cx_m"].to_numpy(); y_m = dfc["cy_m"].to_numpy() 
valid = (~np.isnan(x_m)) & (~np.isnan(y_m)) 
x_m = x_m[valid]; y_m = y_m[valid] 
 
if len(x_m) == 0: 
  print("[INFO] Δεν υπάρχουν έγκυρα centroids για heatmap.") 
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else: 
  plt.figure(figsize=(8,6)) 
  bins = 120 
  h = plt.hist2d(x_m, y_m, bins=bins, cmap="hot", 
          range=[[0, W_m],[0, H_m]]) 
  plt.xlabel("x (m)"); plt.ylabel("y (m)") 
  plt.title("Pedestrian centroid density (heatmap, meters)") 
  plt.gca().set_aspect("equal", adjustable="box") 
  plt.colorbar(h[3], label="counts") 
  plt.tight_layout(); 
plt.savefig(os.path.join(plots_dir,"centroid_density_heatmap_m.png"), 
dpi=150); plt.show() 
 

 


