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Περίληψη

Η αυτόµατη τµηµατοποίηση του πλακούντα σε µαγνητική τοµογραφία (MRI) αποτελεί
ϑεµελιώδες ϐήµα για την ποσοτική ανάλυση της κύησης και τη συστηµατική αξιοποίηση
πληροφοριών ιατρικής απεικόνισης. Η διαδικασία είναι ιδιαίτερα απαιτητική, λόγω έντονης
µεταβλητότητας στη µορφολογία και στην εµφάνιση του οργάνου, ασαφών ορίων, και της
περιορισµένης διαθεσιµότητας επαρκώς επισηµασµένων δεδοµένων.

Η παρούσα διπλωµατική εργασία πραγµατοποιεί συστηµατική συγκριτική αξιολόγηση
σύγχρονων αρχιτεκτονικών ϐαθιάς µάθησης για 3D τµηµατοποίηση πλακούντα. Αναπτύχθη-
κε ενιαίο, αναπαραγώγιµο πειραµατικό πλαίσιο σε MONAI/PyTorch, το οποίο ενοποιεί προ-
επεξεργασία, δειγµατοληψία, επαύξηση, εκπαίδευση και αξιολόγηση, ώστε η σύγκριση να
είναι δίκαιη και τεκµηριωµένη.

Η µελέτη καλύπτει αρχιτεκτονικές τύπου U-Net, Transformer-ϐασισµένες προσεγγίσεις
και state-space-ϐασισµένα µοντέλα, µε αποτίµηση µέσω Dice/IoU και ποιοτικής επιθεώρη-
σης των παραγόµενων µασκών. Τα ευρήµατα αναδεικνύουν ότι η αυστηρή τυποποίηση του
pipeline αποτελεί κρίσιµο παράγοντα για αξιόπιστα συµπεράσµατα και ότι διαφορετικές οι-
κογένειες αρχιτεκτονικών παρουσιάζουν διακριτά πλεονεκτήµατα ως προς τη σταθερότητα,
την ποιότητα ορίων και τη συνολική συµπεριφορά τµηµατοποίησης.

Συνολικά, η εργασία προσφέρει ένα σαφές πλαίσιο αναφοράς για την επιλογή µοντέλων
τµηµατοποίησης πλακούντα σε MRI. Παράλληλα, υπογραµµίζει την ανάγκη για περαιτέρω
διερεύνηση της γενίκευσης σε ανεξάρτητα σύνολα δεδοµένων, για εξωτερική επικύρωση,
καθώς και για ενσωµάτωση τεχνικών εκτίµησης αβεβαιότητας.

Λέξεις Κλειδιά

MRI, Πλακούντας, Τµηµατοποίηση ιατρικών εικόνων, Βαθιά Μάθηση, MONAI, Συγκρι-
τική αξιολόγηση, U-Net, Transformers, State Space Models, Αναπαραγωγιµότητα
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Abstract

Automatic placenta segmentation in magnetic resonance imaging (MRI) is a funda-
mental step for quantitative pregnancy analysis and for the systematic use of medical
imaging information. The task is particularly challenging due to strong variability in
organ morphology and appearance, ambiguous boundaries, and the limited availability of
sufficiently annotated data.

This thesis performs a systematic comparative evaluation of modern deep learning
architectures for 3D placenta segmentation. A unified, reproducible experimental framework
was developed in MONAI/PyTorch, integrating preprocessing, sampling, augmentation,
training, and evaluation, so that the comparison is fair and well documented.

The study covers U-Net-type architectures, Transformer-based approaches, and state-
space-based models, assessed through Dice/IoU and qualitative inspection of the produced
masks. The findings highlight that strict pipeline standardization is a critical factor for
reliable conclusions, and that different architecture families exhibit distinct strengths in
stability, boundary quality, and overall segmentation behavior.

Overall, the thesis provides a clear reference framework for choosing placenta segmentation
models in MRI. At the same time, it underlines the need for further investigation of gene-
ralization on independent datasets, external validation, and the integration of uncertainty
estimation techniques.

Keywords

MRI, Placenta, Medical image segmentation, Deep Learning, MONAI, Comparative
evaluation, U-Net, Transformers, State Space Models, Reproducibility
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Πρόλογος

Το υπολογιστικό µέρος της εργασίας υλοποιήθηκε και εκτελέστηκε στη πλατφόρµα Kag-
gle (Kaggle Notebooks). Το ϑεωρητικό υπόβαθρο ϐασίστηκε σε µελέτη της σχετικής ϐιβλιο-
γραφίας.
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Κεφάλαιο 1

Εισαγωγή

Η ιατρική απεικόνιση αποτελεί αναπόσπαστο µέρος της σύγχρονης κλινικής πρακτι-
κής και της ϐιοϊατρικής έρευνας, καθώς επιτρέπει τη µη επεµβατική παρατήρηση

ανατοµικών δοµών και ϕυσιολογικών διεργασιών. Πέρα όµως από την οπτική επιβεβαίω-
ση ή περιγραφική αξιολόγηση, σε πολλές εφαρµογές είναι απαραίτητη η ποσοτικοποίηση:
η εξαγωγή µετρήσιµων µεγεθών (π.χ. όγκοι, σχήµατα, σχέσεις γειτονικών ιστών), που στη
συνέχεια µπορούν να συσχετισθούν µε κλινικά ευρήµατα ή να αξιοποιηθούν σε συστήµατα
υποβοήθησης διάγνωσης.

1.1 Συνοπτική Εισαγωγή

Κεντρικό ϐήµα για την ποσοτικοποίηση αποτελεί η τµηµατοποίηση (segmentation) µιας
ιατρικής εικόνας ή ενός ογκοµετρικού δεδοµένου. Με τον όρο τµηµατοποίηση εννοούµε την
ανάθεση ετικέτας σε κάθε (ογκοµετρικό) εικονοστοιχείο (pixel/voxel), ώστε να διαχωριστεί η
περιοχή ενδιαφέροντος (Region of Interest, ROI) από το υπόλοιπο υπόβαθρο. Στην πράξη, η
τµηµατοποίηση επιστρέφει µία µάσκα (mask) µε την ίδια διάσταση όπως η είσοδος, η οπο-
ία κωδικοποιεί το ‘ανήκει/δεν ανήκει’ (δυαδική τµηµατοποίηση) ή/και πολλαπλές κλάσεις
(πολυκλασική τµηµατοποίηση). Η τµηµατοποίηση είναι η ϐάση για τον υπολογισµό όγκου,
την εκτίµηση µορφολογικών χαρακτηριστικών, την ανάλυση χωρικής ετερογένειας, αλλά και
για πιο σύνθετες ϱοές εργασίας, όπως εξαγωγή χαρακτηριστικών (radiomics) ή καθοδήγηση
επεµβάσεων.

Στο πλαίσιο της µαιευτικής απεικόνισης, ιδιαίτερο ενδιαφέρον παρουσιάζει ο πλακο-

ύντας, ένα λειτουργικά κρίσιµο όργανο που συνδέει µητέρα και έµβρυο. Η αυτόµατη

τµηµατοποίηση πλακούντα σε δεδοµένα MRI επιτρέπει επαναλήψιµες και αντικειµενι-
κές µετρήσεις (π.χ. όγκος/σχήµα), καθώς και τη συστηµατική σύγκριση µεταξύ εξετάσεων
ή πρωτοκόλλων. Ωστόσο, η τµηµατοποίηση πλακούντα σε MRI είναι απαιτητικό πρόβληµα:
τα δεδοµένα συχνά επηρεάζονται από κίνηση µητέρας/εµβρύου, ανοµοιογένειες έντασης,
περιορισµένη αντίθεση στα όρια οργάνου-υποβάθρου και µεγάλη διακύµανση σε µέγεθος,
σχήµα και ϑέση. Προγενέστερες προσεγγίσεις περιλάµβαναν κλασικούς ταξινοµητές ή ελάχι-
στα/µερικώς διαδραστικές µεθόδους, ενώ έχουν παρουσιαστεί και τρόποι για αντιµετώπιση
σε περίπτωση που αλλοιωθεί η εικόνα λόγω κίνησης. [5][6][7].

Η χειροκίνητη τµηµατοποίηση, αν και ϑεωρείται σηµείο αναφοράς, είναι χρονοβόρα και
εµφανίζει διακύµανση µεταξύ παρατηρητών, κάτι που επηρεάζει τόσο την αξιολόγηση όσο και
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1.2 Αντικείµενο της διπλωµατικής

την κλινική αξιοποίηση. Για τον λόγο αυτό, τα τελευταία χρόνια κυριαρχούν µέθοδοι Βαθιάς

Μάθησης (Deep Learning) για τµηµατοποίηση ιατρικών εικόνων, µε αρχιτεκτονικές τύπου
U-Net να αποτελούν ϑεµελιώδη επιλογή [1]. Παράλληλα, µοντέλα µε µηχανισµούς attention
και Transformers έχουν δείξει ιδιαίτερα ισχυρή ικανότητα µοντελοποίησης διευκολύνοντας
την συσχέτιση µακρινών εικονοστοιχείων (global context) [8, 9, 10]. Πρόσφατα, τα Μοντέλα

Χώρου και Κατάστασης (State Space Models, SSMs) και ειδικότερα το Mamba εισάγουν
µία εναλλακτική προσέγγιση µακράς εµβέλειας, µε στόχο υψηλή αποδοτικότητα σε µνήµη
και χρόνο [11], και έχουν προταθεί υβριδικά µοντέλα τµηµατοποίησης όπως το SegMamba
[12]. (Λεπτοµέρειες στα κεφάλαια 2,3,4)

1.2 Αντικείµενο της διπλωµατικής

Αντικείµενο της παρούσας διπλωµατικής εργασίας είναι η συστηµατική µελέτη, υλοπο-

ίηση και συγκριτική αξιολόγηση µοντέλων τµηµατοποίησης πλακούντα από ογκοµετρικά
δεδοµένα MRI, µε χρήση της ϐιβλιοθήκης MONAI [13]. Η εργασία επικεντρώνεται σε ένα
δίκαιο πειραµατικό πρωτόκολλο, όπου τα µοντέλα εκπαιδεύονται και αξιολογούνται υπό
ίδιες συνθήκες (ίδιο seed, ίδια προεπεξεργασία, ίδιοι ϐελτιστοποιητές, κριτήρια, σχήµατα
learning rate, αριθµός εποχών και συνολικό πείραµα), ώστε οι διαφορές στην επίδοση να
αποδίδονται σε µεγαλύτερο ϐαθµό στην αρχιτεκτονική.

Συγκεκριµένα, εξετάζονται οι παρακάτω αρχιτεκτονικές :

• Συνελικτικά µοντέλα τύπου U-Net: U-Net [1], DynUNet (δυναµική παραλλαγή σχε-
διασµένη µε αρχές αυτο-διαµόρφωσης), SegResNet [14], καθώς και AttentionUnet [3].

• Υβριδικά µοντέλα µε Transformers: UNETR [9] και SwinUNETR [10].

• Μοντέλο ϐασισµένο σε SSM/Mamba: SegMamba [12].

Για την αξιολόγηση χρησιµοποιείται κυρίως η µετρική Dice (γνωστή και ως DSC) και
συµπληρωµατικά ο Intersection over Union (IoU/Jaccard). Στόχος δεν είναι απλώς η
καταγραφή µιας µέγιστης επίδοσης, αλλά και η εξαγωγή συµπερασµάτων για τα πλεο-
νεκτήµατα/µειονεκτήµατα κάθε οικογένειας αρχιτεκτονικών (καθαρά συνελικτικές, Trans-
former-ενισχυµένες, SSM-ϐασισµένες) στο συγκεκριµένο πρόβληµα.

1.3 Οργάνωση του τόµου

Η διάρθρωση της διπλωµατικής έχει ως εξής :

• Στο Κεφάλαιο 2 παρουσιάζονται οι ϐασικές έννοιες που απαιτούνται για την ποσοτι-
κή αξιολόγηση του πλακούντα σε MRI: συνοπτικά στοιχεία ανατοµίας/ανάπτυξης/λει-
τουργιών και κλινικής σηµασίας του πλακούντα, η διατύπωση της τµηµατοποίησης ως
υπολογιστικού προβλήµατος, οι ιδιαιτερότητες της τµηµατοποίησης πλακούντα σε ο-
γκοµετρικά δεδοµένα MRI, ϐασικές αρχές της MRI, συνήθη ϐήµατα προεπεξεργασίας,
καθώς και οι µετρικές αξιολόγησης (Dice/DSC, IoU).
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Κεφάλαιο 1. Εισαγωγή

• Στο Κεφάλαιο 3 παρουσιάζεται το ϑεωρητικό υπόβαθρο της Μηχανικής Μάθησης
και της Βαθιάς Μάθησης για τµηµατοποίηση: επιβλεπόµενη µάθηση και συναρτήσεις
κόστους, CNNs, Transformers και SSM/Mamba, καθώς και ϐασικές πρακτικές εκπαί-
δευσης/βελτιστοποίησης (π.χ. ϐελτιστοποιητές, learning rate schedulers, κανονικοποί-
ηση).

• Στο Κεφάλαιο 4 περιγράφονται οι αρχιτεκτονικές των επτά µοντέλων που χρησιµο-
ποιήθηκαν (UNet, DynUNet, SegResNet, AttentionUnet, UNETR, SwinUNETR, Seg-
Mamba), καθώς και οι κύριες σχεδιαστικές επιλογές και οι αναµενόµενοι συµβιβασµοί
τους στην 3D τµηµατοποίηση ιατρικών δεδοµένων.

• Στο Κεφάλαιο 5 παρουσιάζεται το πειραµατικό πρωτόκολλο: το σύνολο δεδοµένων, το
pipeline προεπεξεργασίας και ϕόρτωσης, οι υπερπαράµετροι εκπαίδευσης και οι αρχές
της δίκαιης συγκριτικής αξιολόγησης µεταξύ των αρχιτεκτονικών.

• Στο Κεφάλαιο 6 παρατίθενται τα αποτελέσµατα της πειραµατικής αξιολόγησης, τόσο
ποσοτικά (Dice/IoU, validation loss) όσο και ποιοτικά (οπτικές συγκρίσεις προβλέψε-
ων), µαζί µε τη συζήτηση και τη σύγκριση µε σχετική ϐιβλιογραφία.

• Στο Κεφάλαιο 7 διατυπώνονται τα τελικά συµπεράσµατα της εργασίας, οι ϐασικοί
περιορισµοί εγκυρότητας και οι κύριες µελλοντικές επεκτάσεις της µελέτης.
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Κεφάλαιο 2

Τµηµατοποίηση Ιατρικών Εικόνων και Μαγνη-

τική Τοµογραφία

Ο πλακούντας αποτελεί ένα προσωρινό αλλά κρίσιµο όργανο της κύησης, το οποίο
λειτουργεί ως επιφάνεια διεπαφής µεταξύ µητέρας και εµβρύου, επιτρέποντας την

ανταλλαγή αερίων, ϑρεπτικών συστατικών και µεταβολισµού ουσιών, ενώ παράλληλα επιτελεί
σηµαντικούς ενδοκρινικούς και ανοσολογικούς ϱόλους [15, 16, 17]. Ο πλακούντας, επίσης,
κρατά προσκολληµένο το έµβρυο µε το τοίχωµα της µήτρας όπου επιτελεί και αναπνευστική
επιφάνεια για το έµβρυο. Η λειτουργία του πλακούντα σχετίζεται άµεσα µε την οµαλή έκβαση
της κύησης, και η δυσλειτουργία του έχει συσχετιστεί µε σοβαρές µαιευτικές επιπλοκές, όπως
προεκλαµψία, υπολειπόµενη ανάπτυξη εµβρύου (FGR), αποβολές και ενδοµήτριο ϑάνατο του
εµβρύου.

Σε αυτό το πλαίσιο, η ιατρική απεικόνιση – και ειδικότερα η Μαγνητική Τοµογραφία
(MRI) – µπορεί να υποστηρίξει την ποσοτική αξιολόγηση του πλακούντα. Ωστόσο, για να εξα-
χθούν αξιόπιστες µετρήσεις (π. χ. όγκος, σχήµα, µορφολογικοί δείκτες ή/και χαρακτηριστι-
κά υφής), απαιτείται πρώτα ο ακριβής διαχωρισµός του πλακούντα από το υπόβαϑρο: η
τµηµατοποίηση (segmentation). Στην παρούσα εργασία, στόχος είναι η τµηµατοποίηση
του πλακούντα σε ογκοµετρικά δεδοµένα MRI, δηλαδή η παραγωγή µιας δυαδικής µάσκας
(πλακούντας έναντι υποβάθρου) για κάθε εικόνα.

2.1 Ο πλακούντας: ανατοµία, ανάπτυξη και λειτουργίες

Ο πλακούντας αναπτύσσεται απο την τροφόβλαστη της περιφέρειας της ϐλαστοκύστης,
όπου συµβαίνει η εµφύτευση. Η εµφύτευση λαµβάνει χώρα επτά µε δώδεκα ηµέρες µετά τη
γονιµοποίηση [18]. Από ανατοµικής άποψης, στον πλακούντα διακρίνεται :

• το χοριακό πέταλο (chorionic plate) (εµβρυική πλευρά), από όπου εκφύονται οι χο-
ϱιακές λάχνες και το δίκτυο αγγείων του εµβρύου,

• το ϕθαρτικό πέταλο (basal plate/decidua) (µητρική πλευρά), το οποίο συνδέεται
µε το τοίχωµα της µήτρας. Γίνεται εµφανές αφού κατα τον τοκετό πραγµατοποιείται
διαχωρισµός του πλακούντα απο το σώµα της µήτρας µέσω αυτού,

• ο µεσολάχνιος χώρος (intervillous space), όπου κυκλοφορεί µητρικό αίµα, διαχω-
ϱίζεται η εµβρυική κυκλοφορία απο τις δεξαµενές του µητρικού αίµατος, και πραγµα-
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2.2 Η τµηµατοποίηση ως υπολογιστικό πρόβληµα

τοποιείται η κύρια µεταφορά οξυγόνου, ϑρεπτικών συστατικών και µεταβολιτών µεταξύ
µητέρας και εµβρύου.

Οι χοριακές λάχνες, µε υψηλή πυκνότητα σε τροφοβλαστικούς πληθυσµούς (µε κυρίαρχο το
syncytiotrophoblast), αποτελούν τον κύριο συντελεστή στην ανταλλαγή συστατικών µεταξύ
µητέρας και εµβρύου [17, 16].

Καθοριστικό ϐήµα στην ορθή πλακουντοποίηση είναι η αναδιαµόρφωση των µητρικών

σπειροειδών αρτηριών, µέσω εισβολής εξωλάχνιων τροφοβλάστων (extravillous trophoblast)
στον ϕθαρτό της µήτρας , ώστε να εξασφαλιστεί σταθερή αιµάτωση προς τον πλακούντα.
Η ελαττωµατική πλακουντοποίηση έχει προταθεί ως κοινός παθοφυσιολογικός µηχανισµός
πίσω από τις διάφορες επιπλοκές της κύησης (π. χ. προεκλαµψία, αποκόλληση πλακούντα,
fetal growth restriction) [19, 20].

Λειτουργικά, ο πλακούντας :

• εξασφαλίζει µεταφορά οξυγόνου, ηλεκτρολυτών και ϑρεπτικών ουσιών (νερό, γλυκόζη,
αµινοξέα, λιπίδια, ϐιταµίνες) και συµβάλλει στην αποµάκρυνση µεταβολικών προϊ-
όντων όπως ουρεία, ουρικό οξύ και άλλων αποβλήτων [21],

• δρα ως ενδοκρινικό όργανο (παραγωγή ορµονών που ϱυθµίζουν την κύηση και τον
µεταβολισµό της µητέρας),

• συµµετέχει στην ανοσολογική ανοχή και στη ϱύθµιση της διεπαφής µεταξύ µητέρας
και εµβρύου.

Συνεπώς, ο πλακούντας δεν είναι απλώς «ϕίλτρο», αλλά ένα πολυλειτουργικό όργανο µε
δυναµική εξέλιξη και προσαρµογή κατά την κύηση [15, 16]. Η µεταφορά, ωστόσο, δεν αφορά
µονο χρήσιµες και απαραίτητες ουσίες. Επιβλαβείς παράγοντες µπορούν να περάσουν, όπως
ψυχοδραστικές ουσίες, µονοξείδιο του άνθρακα, διάφοροι λοιµώδεις παράγοντες κ.α. [21].

Η παραπάνω ϕυσιολογική πολυπλοκότητα εξηγεί γιατί η ποσοτική αξιολόγηση του πλα-
κούντα (δοµή/µορφολογία, χωρική κατανοµή, όγκος) αποτελεί ενεργό ερευνητικό πεδίο. Η
Μαγνητική (MRI) προσφέρει υψηλή αντίθεση µαλακών ιστών και τρισδιάστατη πληροφορία,
όµως η ποσοτικοποίηση προϋποθέτει αξιόπιστο ορισµό της περιοχής του πλακούντα µέσα στον
όγκο, δηλαδή ακριβής τµηµατοποίηση. Η ανάγκη αυτή αποτυπώνεται και σε µελέτες που
αναπτύσσουν αυτοµατοποιηµένους αλγορίθµους για τµηµατοποίηση πλακούντα/µήτρας σε
MRI όπου αναφέρεται άµεσα η σχέση της τµηµατοποίησης µε ορθή και συνεπή υπολογισµό
του όγκου [7].

2.2 Η τµηµατοποίηση ως υπολογιστικό πρόβληµα

Σε ένα τυπικό σενάριο δυαδικής τµηµατοποίησης, η είσοδος είναι ένας όγκος X ∈

RH×W×D και η έξοδος είναι µια µάσκα Y ∈ {0, 1}H×W×D που υποδηλώνει για κάθε voxel
αν ανήκει στην κλάση ενδιαφέροντος. Η µάθηση διατυπώνεται συνήθως ως επιβλεπόµενη

µάθηση: διαθέτουµε σύνολο Ϲευγών (Xi , Yi) και επιδιώκουµε µοντέλο fθ ώστε fθ(Xi) ≈ Yi .
Η µάσκα τµηµατοποίησης (segmentation mask) είναι µια εικόνα/όγκος ίδιων διαστάσε-

ων µε την είσοδο, όπου κάθε pixel/voxel παίρνει τιµή 1 (λευκό) αν ανήκει στην κλάση
ενδιαφέροντος (π.χ. πλακούντας) και 0 (µαύρο) διαφορετικά.
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Η τµηµατοποίηση διαφέρει από την ταξινόµηση εικόνας (Image Classification) στο γεγο-
νός ότι η έξοδος είναι πυκνή πρόβλεψη (ανά pixel/voxel) και όχι µία ετικέτα ανά εικόνα.

Στην 3D τµηµατοποίηση, οι υπολογιστικές απαιτήσεις αυξάνονται σηµαντικά σε σχέση µε
το πλήθος των voxels. ΄Ετσι, συχνά χρησιµοποιούνται στρατηγικές patch-based εκπαίδευσης
και sliding-window inference (στο Κεφάλαιο 3 αναλύονται οι αντίστοιχες πρακτικές), έτσι
ώστε να είναι εφικτή η εκπαίδευση/πρόβλεψη σε µνήµη GPU.

2.3 Ιδιαιτερότητες τµηµατοποίησης πλακούντα σε MRI

Η τµηµατοποίηση πλακούντα σε MRI είναι απαιτητική για λόγους που σχετίζονται τόσο
µε τη ϕυσιολογία όσο και µε τη διαδικασία λήψης:

• Μεγάλη µορφολογική µεταβλητότητα: µέγεθος, σχήµα και ϑέση του πλακούντα
µεταβάλλονται σηµαντικά.

• Περιορισµένη αντίθεση σε ορισµένες ακολουθίες, ιδιαίτερα στα όρια πλακούντα και
παρακείµενων ιστών.

• Ανισορροπία κλάσεων: στα περισσότερα slices ο πλακούντας καταλαµβάνει µικρό
µέρος του όγκου, κάτι που δυσκολεύει τη µάθηση και ϕέρει την ανάγκη για στοχευµένη
δειγµατοληψία και µεθοδολογία (λεπτοµερώς παρακάτω 2.5) [22, 23, 24].

• Κίνηση (µητέρα/εµβρύου) που οδηγεί σε artifacts, διαστρεβλώσεις και ϑολή εικόνα.

• Ανοµοιογένεια έντασης (bias field) που επηρεάζει την εµφάνιση ίδιου ιστού σε δια-
ϕορετικές περιοχές.

Σχετικές εργασίες έχουν δείξει ότι ακόµη και µε προσεκτική χειροκίνητη τµηµατοποίηση
η διαδικασία είναι χρονοβόρα και εµφανίζει ασυνέπεια ως προς διαφορετικούς παρατηρη-
τές. Παράλληλα, έχουν παρουσιαστεί µέθοδοι αυτόµατης/ηµιαυτόµατης τµηµατοποίησης
για πλακούντα σε MRI, συµπεριλαµβανοµένων πλαισίων που αντιµετωπίζουν δεδοµένα µε
ϑόρυβο [5, 6] καθώς και προσεγγίσεων ϐαθιάς µάθησης για τρισδιάστατη τµηµατοποίηση
πλακούντα και εκτίµηση όγκου [7, 25, 26].

2.4 Μαγνητική Τοµογραφία MRI

Η Μαγνητική Τοµογραφία (Magnetic Resonance Imaging, MRI) είναι τεχνική απεικόνι-
σης που ϐασίζεται στο ϕαινόµενο του πυρηνικού µαγνητικού συντονισµού. Συνοπτικά, τα
πρωτόνια (κυρίως του υδρογόνου) ευθυγραµµίζονται µε το στατικό µαγνητικό πεδίο, διεγεί-
ϱονται µε ϱαδιοσυχνότητες, και η επιστροφή τους στην ισορροπία παράγει σήµα που κατα-
γράφεται και αναδοµείται σε εικόνα. Η αντίθεση µεταξύ ιστών εξαρτάται από παραµέτρους
όπως οι χρόνοι χαλάρωσης T1 και T2, καθώς και από τη διαµόρφωση των ακολουθιών λήψης.
Αναλυτικότερη ϑεµελίωση παρέχεται σε κλασικά συγγράµµατα [27, 28].

Για την τµηµατοποίηση, η µαγνητική παρουσιάζει πλεονεκτήµατα (υψηλή αντίθεση µα-
λακών ιστών, 3D πληροφορία), αλλά και προκλήσεις : ϑόρυβο, ανοµοιογένειες έντασης, και
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2.4.1 Ανοµοιογένεια έντασης και διόρθωση bias field

Εικόνα 2.1: Αριστερά: ενδεικτική δισδιάστατη τοµή (slice) MRI µε την επισήµανση (πράσινο)
του πλακούντα. ∆εξιά : τρισδιάστατη αναπαράσταση της αντίστοιχης µάσκας τµηµατοποίησης
(πράσινο) και της ϑέσης της τοµής στον όγκο.

µεταβολές µεταξύ σαρωτών/πρωτοκόλλων. Ειδικά σε απεικόνιση κύησης, η κίνηση αποτελεί
συχνό πρόβληµα, επηρεάζοντας την ευκρίνεια και τη συνέπεια µεταξύ τοµών [5].

2.4.1 Ανοµοιογένεια έντασης και διόρθωση bias field

Η ανοµοιογένεια έντασης (intensity non-uniformity) ή bias field είναι αργά µεταβαλ-
λόµενη παραµόρφωση που οδηγεί σε διαφορετικές εντάσεις για τον ίδιο ιστό σε διαφορετικά
σηµεία του όγκου. Μία καθιερωµένη µέθοδος διόρθωσης είναι ο αλγόριθµος N4ITK [29], ο
οποίος ϐελτιώνει προγενέστερες προσεγγίσεις και χρησιµοποιείται ευρέως ως προεπεξεργα-
στικό ϐήµα.

2.5 Συνήθη ϐήµατα προεπεξεργασίας για τµηµατοποίηση MRI

Αν και το ακριβές pipeline εξαρτάται από το πρόβληµα και το σύνολο δεδοµένων, σε 3D
MRI τµηµατοποίηση εφαρµόζονται συχνά [30]:

• Εναρµόνιση προσανατολισµού (κοινός άξονας αναφοράς).
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• Επαναδειγµατοληψία (resampling) σε επιθυµητή χωρική ανάλυση (voxel spacing).

• Κανονικοποίηση έντασης (κλιµάκωση σε [0, 1]).

• Περικοπή εικόνας (π.χ. crop foreground) ώστε να µειωθεί το περιττό υπόβαθρο και
η ανισορροπία κλάσεων.

• Εµπλουτισµός δεδοµένων (augmentation) µε τυχαίες περιστροφές/αντιστροφές/πα-
ϱαµορφώσεις/θόρυβο.

Στόχος των παραπάνω είναι (α) η διευκόλυνση της εκπαίδευσης µε σταθερότερα στατιστι-
κά, (ϐ) η κανονικοποίηση των δεδοµένων και (γ) η ϐελτίωση της γενίκευσης του µοντέλου.

2.6 Μετρικές αξιολόγησης τµηµατοποίησης

Για την αξιολόγηση δυαδικής τµηµατοποίησης χρησιµοποιούνται µετρικές επικάλυψης
µεταξύ πρόβλεψης P και αλήθειας G. Οι πιο διαδεδοµένες είναι :

2.6.1 Συντελεστής Dice (DSC)

Ο συντελεστής Dice ορίζεται ως :

DSC(P, G) =
2|P ∩ G|

|P | + |G|
.1 (2.1)

Η τιµή του ϐρίσκεται στο [0, 1], όπου 1 δηλώνει τέλεια επικάλυψη.

2.6.2 Intersection over Union (IoU/Jaccard)

Ο δείκτης Jaccard ορίζεται ως :

IoU(P, G) =
|P ∩ G|

|P ∪ G|
. (2.2)

Και εδώ οι τιµές είναι στο [0, 1]. Οι δύο µετρικές σχετίζονται µονοτονικά και συχνά αναφέρο-
νται µαζί.

2.7 Σύνοψη

Στο κεφάλαιο αυτό παρουσιάστηκαν:

• ϐασικές έννοιες ϕυσιολογίας/ανάπτυξης του πλακούντα και η κλινική του σηµασία,

• ο ϱόλος της τµηµατοποίησης ως υπολογιστικό πρόβληµα,

• οι ιδιαίτερες δυσκολίες της τµηµατοποίησης πλακούντα σε MRI,

• ϐασικές αρχές της MRI που σχετίζονται µε τη ϕύση των δεδοµένων,

• και οι µετρικές αξιολόγησης που χρησιµοποιούνται στην παρούσα εργασία.

1Ο τελεστής ∩ υπολογίζει την τοµή δύο συνόλων A και B που αποτελέιται απο τα κοινά στοιχεία τους.
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Κεφάλαιο 3

Μηχανική Μάθηση και Σύγχρονες Αρχιτεκτονι-

κές Τµηµατοποίησης

Η αυτόµατη τµηµατοποίηση µε σύγχρονες προσεγγίσεις ϐασίζεται κυρίως σε επιβλε-

πόµενη Μηχανική Μάθηση, όπου το µοντέλο εκπαιδεύεται σε Ϲεύγη ιατρικών ει-
κόνων και των αντίστοιχων µασκών τµηµατοποίησης που έχουν δηµιουργηθεί χειροκίνητα
απο ειδικούς [31]. Η επιτυχία της Βαθιάς Μάθησης στην τµηµατοποίηση οφείλεται στην
ικανότητα της να µαθαίνει πλούσιες ιεραρχικές αναπαραστάσεις (απο απλά τοπικά χαρα-
κτηριστικά έως πολύπλοκα χωρικά µοτίβα) από µεγάλα σύνολα δεδοµένων, καθώς και στην
αποδοτική ϐελτιστοποίηση µε backpropagation. Για γενικότερο πλαίσιο στη Βαθιά Μάθηση,
παραπέµπουµε σε κλασικές πηγές [31, 32, 33].

3.1 Επιβλεπόµενη µάθηση για τµηµατοποίηση

΄Εστω ότι διαθέτουµε σύνολο εκπαίδευσης D = {(Xi , Yi)}Ni=1, όπου Xi είναι MRI όγκος
και Yi η αντίστοιχη δυαδική µάσκα πλακούντα. Θέλουµε να ϐρούµε παραµέτρους θ ώστε το
µοντέλο fθ να ελαχιστοποιεί µία συνάρτηση απώλειας :

θ* = arg min
θ

N∑
i=1
L
(
fθ(Xi), Yi

)
. (3.1)

Στην τµηµατοποίηση, η επιλογή L είναι καθοριστική. Η απλή binary cross-entropy είναι
χρήσιµη ως per-voxel ταξινόµηση, όµως συχνά συνδυάζεται µε απώλειες επικάλυψης (π.χ.
Dice loss), ώστε να µετριαστεί η ανισορροπία κλάσεων (το υπόβαθρο καταλαµβάνει µεγάλο
µέρος των voxels) [34]. Μία γνωστή 3D αρχιτεκτονική που ανέδειξε τη χρησιµότητα απωλειών
επικάλυψης είναι το V-Net [35].

3.2 Συνελικτικά Νευρωνικά ∆ίκτυα (CNNs)

Τα CNNs αποτελούν την κυρίαρχη οικογένεια µοντέλων για εικόνες, καθώς επεξεργάζο-
νται εισόδους δοµηµένες σε πλέγµα και αξιοποιούν τη διαδικασία της συνέλιξης (convolu-
tion). Με κοινή χρήση ϐαρών σε όλο το πεδίο εισόδου, η ίδια ανίχνευση προτύπων εφαρµόζε-
ται σε διαφορετικές χωρικές ϑέσεις, δηλαδή παρουσιάζουν ισοδυναµία ως προς µετατο-

πίσεις (translation equivariance) [36]. Οι συνελίξεις λειτουργούν ως ϕίλτρα που ανιχνεύουν
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τοπικά πρότυπα (άκρα, υφές, σχήµατα), ενώ η ιεραρχική στοίβαξη πολλών στρωµάτων επι-
τρέπει την αναπαράσταση ολοένα και πιο σύνθετων δοµών.

Στην πράξη, τα CNNs χρησιµοποιούνται ευρέως σε προβλήµατα όρασης, επειδή µα-
ϑαίνουν ιεραρχικά χαρακτηριστικά και κλιµακώνονται αποτελεσµατικά µε το µέγεθος των
δεδοµένων εκπαίδευσης [37]. Στη συνέχεια, αρχιτεκτονικές µε υπολειµµατικές συνδέσεις

(residual connections) επέτρεψαν την εκπαίδευση πολύ ϐαθιών δικτύων [2].

3.2.1 Η συνέλιξη σε 2D/3D δεδοµένα και η έννοια του receptive field

Η ϐασική πράξη της συνέλιξης µπορεί να ϑεωρηθεί ως γραµµικός µετασχηµατισµός µε
κοινή χρήση ϐαρών σε όλα τα χωρικά σηµεία. Για 3D όγκους, µια 3D συνέλιξη εφαρ-
µόζει πυρήνα K διαστάσεων kx × ky × kz και παράγει χαρακτηριστικά που κωδικοποιούν
τοπικές χωρικές σχέσεις µέσα στον όγκο. Η τοπικότητα αυτή είναι ιδιαίτερα χρήσιµη στην
τµηµατοποίηση, όπου τα όρια ενός οργάνου καθορίζονται από τοπικές µεταβολές έντασης
και υφής.

Καθώς το ϐάθος του δικτύου αυξάνεται, το receptive field ενός νευρώνα µεγαλώνει (µέσω
διαδοχικών συνελίξεων και υποδειγµατοληψιών), επιτρέποντας στο µοντέλο να ενσωµατώνει
ευρύτερο συµφραζόµενο (wider context). Παρ’ όλα αυτά, η αύξηση αυτή είναι έµµεση και
εξαρτάται από το ϐάθος και τη σχεδίαση του δικτύου.

3.2.2 Αρχιτεκτονικές πυκνής πρόβλεψης: FCN, encoder–decoder και U-shaped

σχεδίαση

Η τµηµατοποίηση απαιτεί πυκνή πρόβλεψη (ετικέτα ανά pixel/voxel). Μια ϑεµελιώδης
ιδέα για αυτόν τον σκοπό είναι τα Fully Convolutional Networks (FCNs), τα οποία αντικαθι-
στούν τα πλήρως συνδεδεµένα στρώµατα µε συνελικτικά, ώστε το δίκτυο να παράγει χάρτες
χαρακτηριστικών (feature maps) [38].

Στην ιατρική τµηµατοποίηση, η αρχιτεκτονική U-Net είναι ιδιαίτερα επιδραστική, καθώς
συνδυάζει :

• έναν κωδικοποιητή (encoder) που συµπιέζει την πληροφορία σε πολλαπλές κλίµακες
(κωδικοποιόντας το «τι»),

• έναν αποκωδικοποιητή (decoder) που ανακατασκευάζει την ανάλυση (ϐρίσκοντας το
«πού»),

• συνδέσεις παράκαµψης (skip connections) που µεταφέρουν λεπτοµέρεια υψηλής
ανάλυσης από τον κωδικοποιητή στον αποκωδικοποιητή, ϐελτιώνοντας την χωρική α-
κρίβεια [1].

Για ογκοµετρικά δεδοµένα, η λογική αυτή επεκτάθηκε σε 3D U-Net µε 3D συνελίξεις, επι-
τρέποντας αξιοποίηση της πληροφορίας κατά µήκος όλων των αξόνων του όγκου [39].

3.2.3 Κανονικοποίηση και σταθεροποίηση εκπαίδευσης

Σε ϐαθιά δίκτυα, η σταθερότητα εκπαίδευσης επηρεάζεται από την κατανοµή ενεργοποι-
ήσεων. Η Batch Normalization είναι κλασική τεχνική επιτάχυνσης και σταθεροποίησης [40],
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3.2.4 Προσοχή και CNNs: Attention U-Net

όµως στη 3D τµηµατοποίηση το batch size είναι συχνά πολύ µικρό λόγω µνήµης. Σε τέτοιες
περιπτώσεις, τεχνικές όπως η Group Normalization µπορεί να είναι πρακτικά πιο σταθερές
[41].

3.2.4 Προσοχή και CNNs: Attention U-Net

Η συγκεκριµένη ‘προσοχή’ δεν ταυτίζεται απαραίτητα µε τους Transformers. Στα CNN-
ϐασισµένα µοντέλα, έχουν προταθεί attention gates που «ϕιλτράρουν» τις skip connections
ώστε να τονίζουν περιοχές σχετικές µε το ενδιαφερόµενο όργανο. ΄Ενα κλασικό παράδειγµα ε-
ίναι το Attention U-Net [3], το οποίο µπορεί να ϐελτιώσει την εστίαση σε µικρές ή πολύπλοκες
δοµές χωρίς να απαιτεί πλήρη self-attention σε όλο τον όγκο.

3.2.5 Πλεονεκτήµατα και περιορισµοί των CNNs

Τα κύρια πλεονεκτήµατα για τµηµατοποίηση είναι :

• Υψηλή αποδοτικότητα (η συνέλιξη είναι υπολογιστικά ευνοϊκή).

• ΄Εµφαση σε τοπικά µορφολογικά στοιχεία, χρήσιµα για ακριβή όρια.

• Ταχύτερα σε µικρότερα σύνολα δεδοµένων σε σχέση µε καθαρά Transformer µοντέ-
λα.

Κύριος περιορισµός είναι ότι η παγκόσµια πληροφορία (global context) δεν είναι άµε-
σα διαθέσιµη: οι µακρινές χωρικές συσχετίσεις µοντελοποιούνται έµµεσα µέσω ϐάθους/υ-
ποδειγµατοληψιών, και η αποτελεσµατικότητα αυτής της διαδικασίας εξαρτάται έντονα από
τη σχεδίαση του δικτύου (ϐάθος, µέγεθος ϕίλτρου (kernels), κ. λπ.).

3.3 Μοντέλα Attention και Transformers

Οι Transformers εισήχθησαν ως αρχιτεκτονική ακολουθιών µε µηχανισµό αυτο-προσοχής

(self-attention) [8]. Η ιδέα είναι ότι κάθε στοιχείο της εισόδου µπορεί να «συσχετιστεί» άµεσα

µε άλλα στοιχεία, επιτρέποντας µοντελοποίηση µακρινών εξαρτήσεων χωρίς να απαιτείται
πολύ µεγάλο ϐάθος όπως στα προαναφερθέντα CNNs. Το πλεονέκτηµα αυτό συνοδεύεται
απο τετραγωνικό κόστος ως προς το πλήθος tokens, κάτι που γίνεται κρίσιµο σε υψηλής
ανάλυσης 2D/3D εισόδους.

3.3.1 Βασικός µηχανισµός self-attention

Για µια ακολουθία n tokens (π. χ. patches εικόνας), το self-attention υπολογίζει :

Att(Q, K, V ) = softmax
(
QK⊤
√

dk

)
V, (3.2)

όπου Q, K, V (queries, keys, values) είναι γραµµικοί µετασχηµατισµοί των tokens. Η multi-
head εκδοχή εφαρµόζει πολλαπλές τέτοιες προσοχές παράλληλα, ώστε το µοντέλο να µαθα-
ίνει διαφορετικούς τύπους συσχετίσεων.
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3.3.2 Self-Attention και Εικόνες: προκλήσεις και λύσεις

Ο κλασικός self-attention έχει O(n2) υπολογιστική και χωρική πολυπλοκότητα ως προς
το πλήθος tokens n. Στην όραση, όµως, το n προκύπτει από το πλήθος patches: για 2D
εικόνα n ≈ (H ·W )/P2, ενώ για 3D όγκο n ≈ (H ·W ·D)/P3, όπου P είναι η ακµή του patch.
Ακόµη και µε patching, το n παραµένει µεγάλο για πρακτική 3D εκπαίδευση.

Ο Vision Transformer (ViT) [42] διατύπωσε τη 2D όραση ως ακολουθία patch tokens
µε positional embeddings. Ωστόσο, για ιατρικά δεδοµένα (συχνά µικρότερα σύνολα και 3D
όγκοι), απαιτούνται πρόσθετες σχεδιαστικές επιλογές ώστε να είναι πρακτική η εκπαίδευση.

3.3.3 Μείωση κόστους: ιεραρχία, τοπικά παράθυρα και προσεγγίσεις γραµ-

µικής προσοχής

Κύριες κατευθύνσεις για να καταστεί ο attention πρακτικός σε µεγάλες εισόδους είναι :

• Ιεραρχική αναπαράσταση µε υποδειγµατοληψίες, ώστε να µειώνεται σταδιακά το
πλήθος tokens.

• Τοπική προσοχή σε παράθυρα (window attention): ο Swin Transformer υπολογίζει
προσοχή σε τοπικά παράθυρα και τα µετατοπίζει (shifted windows) για ανταλλαγή
πληροφορίας µεταξύ τους, επιτυγχάνοντας αποδοτική κλιµάκωση [43].

• Προσεγγίσεις υπο-τετραγωνικής προσοχής: π. χ. χαµηλόβαθµη προβολή (Linformer)
[44] ή στοχαστικές προσεγγίσεις µε random features (Performer) [45].

Στο πλαίσιο ιατρικής τµηµατοποίησης, συχνά προτιµώνται οι δύο πρώτες στρατηγικές (ιε-
ϱαρχία/παράθυρα), επειδή διατηρούν καλύτερα τη χωρική δοµή και είναι πιο ‘φιλικές’ σε
3D δεδοµένα.

3.3.4 Υβριδικά Transformer–U-shape µοντέλα

Υβριδικά µοντέλα όπως τα UNETR [9] και SwinUNETR [10] χρησιµοποιούν Transformer-
ενισχυµένους κωδικοποιητές για καλύτερη κατανόηση συµφραζόµενων, διατηρώντας ταυτό-
χρονα decoder που ανακτά λεπτοµέρεια υψηλής ανάλυσης, όπως στο U-Net. ΄Ετσι επιχειρεί-
ται συνδυασµός :

• παγκόσµιας/µακρινής συσχέτισης (ισχυρό σηµείο των Transformers)

• µε ακριβή χωρική ανακατασκευή (ισχυρό σηµείο της U-shaped αποκωδικοποίησης).

3.4 Μοντέλα Χώρου Καταστάσεων (State Space Models) και Mamba

Τα Μοντέλα Χώρου Καταστάσεων (State Space Models - SSMs) αποτελούν µια κλασική
κατηγορία δυναµικών συστηµάτων που περιγράφουν την εξέλιξη µιας κρυφής κατάστασης
ht ∈ R

N µέσω µιας ακολουθίας εισόδων xt ∈ R
M . Σε διακριτή µορφή, ένα γραµµικό, χρονικά
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3.4.1 ∆οµηµένα Μοντέλα Χώρου Καταστάσεων (Structured SSMs) και Μοντελοποίηση Μακρινών Εξαρτήσεων

αναλλοίωτο (Linear Time-Invariant - LTI) SSM περιγράφεται από:

ht = Aht−1 + Bxt , (3.3)

yt = Cht + Dxt , (3.4)

όπου A, B, C, D είναι οι παράµετροι του µοντέλου. Αυτή η αναδροµική µορφή επιτρέπει
ϑεωρητικά ‘άπειρης’ µνήµη, αλλά για µεγάλες ακολουθίες ο υπολογισµός είναι αυστηρά
διαδοχικός και, κατά συνέπεια, αργός. Ωστόσο, αξιοποιώντας την LTI ιδιότητα, η εξέλιξη του
συστήµατος µπορεί να υπολογιστεί ισοδύναµα ως γραµµική συνέλιξη (global convolution),
επιτρέποντας τον πλήρη παραλληλισµό [46].

Παρότι τα LTI SSMs είναι υπολογιστικά αποδοτικά (π.χ. µέσω της ισοδυναµίας µε γραµµ-
ική συνέλιξη), στην απλή γραµµική τους µορφή συχνά υστερούν σε εκφραστικότητα σε
σύγκριση µε Transformers [11, 46]. ΄Ενας ϐασικός λόγος είναι ότι οι παράµετροι (π.χ. A

και B) δεν εξαρτώνται από την είσοδο, άρα απουσιάζει εγγενής content-based selection [11].
Αυτό οδήγησε σε δοµηµένα SSMs (π.χ. S4) και σε επιλεκτικά SSMs όπως το Mamba, όπου
κρίσιµες παράµετροι επηρεάζονται από την είσοδο.

3.4.1 ∆οµηµένα Μοντέλα Χώρου Καταστάσεων (Structured SSMs) και Μο-

ντελοποίηση Μακρινών Εξαρτήσεων

Για να καταστούν τα SSMs ανταγωνιστικά σε προβλήµατα µε πολύ µεγάλες ακολουθίες
(π.χ. ήχος, DNA), εισήχθησαν τα ∆οµηµένα Μοντέλα Χώρου Καταστάσεων (Structured

SSMs). Μοντέλα όπως το S4 επιβάλλουν συγκεκριµένη δοµή στον πίνακα κατάστασης, επι-
τρέποντας αποδοτικό υπολογισµό και στις δύο µορφές µέσω ειδικών αλγορίθµων [46]. Το S4
επέδειξε ισχυρή απόδοση σε εργασίες που απαιτούν µοντελοποίηση µακρινών εξαρτήσεων
[46, 47].

3.4.2 Mamba: Επιλεκτικά Μοντέλα Χώρου Καταστάσεων και Γραµµική Κλι-

µάκωση

Παρόλο που τα δοµηµένα SSMs (όπως το S4) είναι αποτελεσµατικά σε συνεχή σήµατα,
αντιµετωπίζουν δυσκολίες σε διακριτά δεδοµένα όπως το κείµενο, όπου η ικανότητα επιλο-

γής µε ϐάση το περιεχόµενο (content-based selection) είναι κρίσιµη [11]. Το µοντέλο
Mamba επιλύει αυτόν τον περιορισµό εισάγοντας εκλεκτικούς χώρους καταστάσεων (selec-
tive state spaces): κρίσιµες παράµετροι (π.χ. B, C και το ϐήµα διακριτοποίησης ∆) γίνονται
συναρτήσεις της τρέχουσας εισόδου xt , επιτρέποντας στο µοντέλο να ‘αποφασίζει’ δυναµικά
ποια πληροφορία ϑα διατηρήσει.

Η αλλαγή αυτή δυσκολεύει τη χρήση καθαρής συνελικτικής µορφής, οπότε το Mamba
ϐασίζεται σε υλοποίηση ϐελτιστοποιηµένη για GPU (hardware-aware scan), ώστε να δια-
τηρεί γραµµική πολυπλοκότητα O(L) ως προς το µήκος L της ακολουθίας, µε υψηλή
πρακτική αποδοτικότητα [11].
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3.4.3 Εφαρµογή SSMs/Mamba σε 3D Τµηµατοποίηση

Για την εφαρµογή των SSMs σε ογκοµετρικά δεδοµένα, απαιτείται η σειριοποίηση του
όγκου σε ακολουθία (serialization). Μια τυπική µεθοδολογία περιλαµβάνει :

1. ∆ιαχωρισµό του 3D όγκου σε patches και προβολή σε tokens.

2. Ιεραρχική αρχιτεκτονική τύπου U-shaped για multi-scaling processing.

3. Ενσωµάτωση Mamba blocks που αντικαθιστούν τα στρώµατα προσοχής ή µέρος των
συνελικτικών blocks.

Με αυτόν τον τρόπο, το µοντέλο µπορεί να συλλάβει µακρινές χωρικές εξαρτήσεις σε
ολόκληρο τον όγκο µε σηµαντικά χαµηλότερο υπολογιστικό κόστος σε σχέση µε πλήρη self-
attention. Πρόσφατες προσεγγίσεις όπως το SegMamba [12] δείχνουν ότι η ιδέα αυτή µπορεί
να δώσει ανταγωνιστική ακρίβεια σε 3D τµηµατοποίηση.

3.4.4 Συγκριτική Επισκόπηση

Συνοψίζοντας τη ϑεωρητική προοπτική για την τµηµατοποίηση πλακούντα:

• CNNs / U-Net: Αποδοτικά για τοπικό σήµα, αλλά η ‘καθολική’ πληροφορία εισάγεται
έµµεσα (µέσω ϐάθους).

• Transformers: Παρέχουν άµεση καθολική συσχέτιση (global context), αλλά το τετρα-
γωνικό κόστος O(L2) είναι συχνά απαγορευτικό για υψηλής ανάλυσης 3D δεδοµένα.

• SSMs / Mamba: Στοχεύουν σε γραµµική κλιµάκωση O(L) µε ικανότητα µοντελοποί-
ησης µακρινών εξαρτήσεων, αποτελώντας υποσχόµενη µέση λύση.

3.5 Βελτιστοποίηση και πρακτικές εκπαίδευσης

Η εκπαίδευση ϐαθιών δικτύων πραγµατοποιείται συνήθως µε στοχαστική κλίση κατά-
ϐασης και παραλλαγές της. Στο πλαίσιο αυτό, ο AdamW αποτελεί διαδεδοµένη επιλογή
λόγω του αποσυνδεδεµένου (decoupled) weight decay [48].

Στον Adam, οι εκθετικοί κινητοί µέσοι πρώτης και δεύτερης ϱοπής υπολογίζονται ως :

mt = �1mt−1 + (1 − �1)gt , vt = �2vt−1 + (1 − �2)g2
t .

΄Οταν η κανονικοποίηση εφαρµόζεται ως L2-norm µέσα στο gradient, ισχύει :

gt = ∇θL(θt) + λθt .

Σε αυτή την περίπτωση, ο όρος κανονικοποίησης αλληλεπιδρά µε την προσαρµοστική κλίµα-
κα του Adam. Αντίθετα, στον AdamW η συρρίκνωση των ϐαρών εφαρµόζεται ξεχωριστά από
τον προσαρµοστικό όρο ενηµέρωσης:

θt+1 = θt − η
m̂t
√

v̂t + ϸ
− ηλθt .
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3.5 Βελτιστοποίηση και πρακτικές εκπαίδευσης

Η αποσύνδεση αυτή καθιστά τη ϱύθµιση του weight decay πιο προβλέψιµη ως υπερπαράµε-
τρο και συχνά συνδέεται µε καλύτερη γενίκευση σε πρακτικές εφαρµογές [48].

Στην 3D τµηµατοποίηση ακολουθούνται κατά κανόνα οι εξής πρακτικές :

• Μικρό batch size λόγω περιορισµών στη µνήµη της GPU.

• Εκπαίδευση µε patches και ισορροπία ϑετικών/αρνητικών δειγµάτων.

• Μεταβαλλόµενος ϱυθµός µάθησης (learning rate schedules) για επίτευξη ϐέλτιστης
σύγκλισης (π.χ. CyclicLR, Cosine Annealing [49]).

• Κανονικοποίηση (π.χ. GroupNorm ή InstanceNorm) όταν το batch size είναι πολύ
µικρό.

Στην παρούσα εργασία, οι παραπάνω επιλογές εφαρµόζονται ενιαία στα πειράµατα, µε
στόχο τη διασφάλιση µιας δίκαιης σύγκρισης µεταξύ διαφορετικών αρχιτεκτονικών. Με τον
τρόπο αυτό, αποµονώνεται η επίδραση της σχεδίασης του µοντέλου στην ακρίβεια τµηµα-
τοποίησης πλακούντα σε εικόνες MRI, ελαχιστοποιώντας την επιρροή των υπερπαραµέτρων
εκπαίδευσης [13].
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Κεφάλαιο 4

Αρχιτεκτονικές Τµηµατοποίησης

Στο κεφάλαιο αυτό παρουσιάζονται οι αρχιτεκτονικές που χρησιµοποιήθηκαν στα πει-
ϱάµατα της παρούσας εργασίας. Η ανάλυση εστιάζει στον τρόπο µε τον οποίο κάθε

µοντέλο συλλέγει context (τοπικό ή µακρινής εµβέλειας), καθώς και στους συµβιβασµούς
ακρίβειας, µνήµης και υπολογιστικού κόστους στην 3D ιατρική τµηµατοποίηση.

4.1 Το πλαίσιο MONAI

Το MONAI (Medical Open Network for AI) είναι ένα ανοικτού κώδικα, PyTorch-based
πλαίσιο που στοχεύει στη διευκόλυνση ανάπτυξης και αξιολόγησης µοντέλων Βαθιάς Μάθη-
σης για εφαρµογές υγείας, µε έµφαση στην ιατρική απεικόνιση [13]. Παρέχει :

• Μετασχηµατισµούς (transforms) για 3D δεδοµένα (ϕόρτωση, resampling, κανονικο-
ποίηση, augmentation).

• ΄Ετοιµες αρχιτεκτονικές τµηµατοποίησης και building blocks (συνελικτικά/υπο-
λειµµατικά blocks, κανονικοποιήσεις, upsampling).

• Απώλειες και µετρικές (π. χ. Dice-based losses και Dice/IoU µετρικές) και τυπο-
ποιηµένες ϱοές εκπαίδευσης.

• Μηχανισµούς inference όπως sliding-window inference για µεγάλους 3D όγκους.

Η χρήση του MONAI επιτρέπει πιο αναπαραγώγιµο και συγκρίσιµο πειραµατικό πρω-
τόκολλο, καθώς πολλές επιλογές υλοποίησης είναι κοινές και ελεγχόµενες [13]. Για περαι-
τέρω τεχνικές λεπτοµέρειες παραπέµπουµε στην επίσηµη τεκµηρίωση και στο αποθετήριο
του έργου [50, 51].

4.1.1 Υλοποίηση µοντέλων στην παρούσα εργασία

Στην παρούσα εργασία, όλες οι αρχιτεκτονικές UNet, DynUNet, SegResNet, Attentio-
nUnet, UNETR και SwinUNETR χρησιµοποιούνται µέσω των αντίστοιχων υλοποιήσεων του
MONAI [13]. Εξαίρεση αποτελεί το SegMamba, το οποίο δεν διατίθεται στο MONAI και εν-
σωµατώνεται µέσω της επίσηµης υλοποίησης των συγγραφέων [12, 52]. Για να διατηρηθεί
δίκαιη σύγκριση, το SegMamba εκπαιδεύεται και αξιολογείται µε το ίδιο πρωτόκολλο προ-
επεξεργασίας, δειγµατοληψίας patches, απώλειας, µετρικών και sliding-window inference
που εφαρµόζεται και στα MONAI-µοντέλα.
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4.2 Οικογένειες µοντέλων που συγκρίνονται

4.2 Οικογένειες µοντέλων που συγκρίνονται

Η αρχιτεκτονικές οµαδοποιούνται ως εξής :

• CNN-based: UNet, DynUNet, SegResNet, AttentionUnet.

• Transformer-ενισχυµένα: UNETR, SwinUNETR.

• SSM/Mamba-based: SegMamba (εκτός MONAI, µέσω επίσηµου κώδικα).

4.3 UNet και 3D U-Net

Το U-Net [1] αποτελεί σηµείο αναφοράς στην ιατρική τµηµατοποίηση. Πρόκειται για
συµµετρική αρχιτεκονική 4.1 encoder-decoder µε skip connections:

• Ο κωδικοποιητής (encoder) µειώνει την ανάλυση (downsampling), αυξάνοντας τα
κανάλια, ώστε να κωδικοποιεί υψηλού επιπέδου χαρακτηριστικά.

• Ο αποκωδικοποιητής (decoder) ανακτά την ανάλυση (upsampling) και συνδυάζει
πληροφορία υψηλής ανάλυσης απο τον encoder, ώστε να ϐελτιώνει την ακρίβεια εντο-
πισµού ορίων.

Εικόνα 4.1: ∆οµή αρχιτεκτονικής U-net [1]

Για ογκοµετρικά δεδοµένα, η λογική επεκτείνεται σε 3D U-Net µε 3D συνελίξεις [39].
Τα skip connections είναι κρίσιµα για ακριβή localization, καθώς µετριάζουν την απώλεια
λεπτοµέρειας στα στάδια υποδειγµατοληψίας.

Σχόλιο. Το UNet τείνει να αποδίδει πολύ καλά σε τοπικά µορφολογικά µοτίβα και οριακές
µεταβολές. Ο κύριος περιορισµός είναι ότι το global context εισάγεται έµµεσα µέσω ϐάθους
και multi-scaling συµπίεσης.
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4.4 DynUNet

Το DynUNet (στη MONAI υλοποίηση) είναι παραλλαγή 3D UNet που επιτρέπει δυναµική

προσαρµογή της τοπολογίας (στάδια, strides, µεγέθη πυρήνων) µε ϐάση τις διαστάσεις/ανά-
λυση εισόδου και το patch size. Η ϕιλοσοφία συνδέεται µε το nnU-Net, όπου έδειξε ότι
συστηµατικές επιλογές προεπεξεργασίας και ‘εύλογες’ αρχιτεκτονικές αποφάσεις µπορούν
να δώσουν ισχυρά αποτελέσµατα σε πολλά datasets [53].

Κεντρική ιδέα. Η προσαρµογή επιδιώκει επαρκές receptive field µε ελεγχόµενο κόστος,
ώστε να µην χάνεται υπερβολικά χωρική πληροφορία σε 3D δεδοµένα. Συχνά υποστηρίζεται
και deep supervision, που µπορεί να ϐοηθήσει στη σύγκλιση σε ϱυθµίσεις µικρού batch
size [53].

4.5 SegResNet: υπολειµµατικό encoder-decoder

Το SegResNet χρησιµοποιεί υπολειµµατικά blocks τύπου ResNet [2] µέσα σε encoder-
decoder σχήµα. Μία επιδραστική µορφή αυτού του στυλ για 3D MRI τµηµατοποίηση εί-
ναι η προσέγγιση του Myronenko [14], όπου η υπολειµµατική δοµή συνδυάζεται και µε
autoencoder regularization.

Εικόνα 4.2: Μηχανισµός residual connection στην αρχιτεκτονική ResNet [2]

Γιατί υπολείµµατα. Οι υπολειµµατικές συνδέσεις (4.2) διευκολύνουν τη ϱοή κλίσεων και
επιτρέπουν εκπαίδευση ϐαθύτερων δικτύων µε σταθερότερη σύγκλιση [2]. Αυτό είναι χρήσιµο
όταν απαιτείται µεγαλύτερο ϐάθος για ενσωµάτωση συµφραζοµένων σε 3D όγκους.

4.6 AttentionUnet: προσοχή στις skip connections

Η AttentionUNet εισάγει attention gates 4.3 στις skip connections, ώστε το δίκτυο να
ενισχύει περιοχές σχετικές µε το ROI και να καταστέλλει άσχετο υπόβαθρο [3]. Το gate
συνδυάζει πληροφορία απο ϱηχότερα επίπεδα (λεπτοµέρεια) και ϐαθύτερα επίπεδα (συµ-
ϕραζόµενο), υπολογίζοντας ϐάρη εστίασης.

Πότε ϐοηθά. Η προσοχή είναι ιδιαίτερα χρήσιµη όταν το ROI είναι µικρό, υπάρχει ισχυρή
ανισορροπία κλάσεων ή όταν δοµές έχουν παρόµοια ένταση µε το υπόβαθρο.
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4.7 UNETR: ViT encoder µε U-shaped decoder

Εικόνα 4.3: Προτεινόµενος σχεδιασµός του attention gate [3]

4.7 UNETR: ViT encoder µε U-shaped decoder

Το UNETR [9] αποτελεί υβριδικό σχήµα, όπου ο encoder ϐασίζεται σε Transformer (ViT-
like) και ο decoder διατηρεί τη λογική ανακατασκευής τύπου U-Net. Η είσοδος χωρίζεται
σε µη επικαλυπτόµενα 3D patches που προβάλλονται σε tokens, ενώ το self-attention επι-
τρέπει άµεση µοντελοποίηση µακρινών συσχετίσεων.

Σχόλιο κόστους. Το πλεονέκτηµα του global context συνοδεύεται απο αυξηµένο κόστος
µνήµης/χρόνου, το οποίο εξαρτάται έντονα από το patch grid. Για αυτό, η επιλογή patch
size και ο τρόπος inference (π.χ. sliding-window) είναι κρίσιµα πρακτικά σηµεία [9].

4.8 SwinUNETR: ιεραρχικός Swin encoder

Το SwinUNETR ϐασίζεται σε Swin Transformer encoder µε ιεραρχία και window-based
attention [10, 43].

Αντί για πλήρη attention σε όλα τα tokens, η προσοχή υπολογίζεται µέσα σε τοπικά
παράθυρα. Τα παράθυρα µετατοπίζονται (shifted windows) µεταξύ διαδοχικών blocks, επι-
τρέποντας ανταλλαγή πληροφορίας µεταξύ γειτονικών περιοχών.

Ιεραρχία έναντι ViT. Σε ένα κλασικό ViT ο αριθµός και η διάταξη των tokens παρα-
µένουν σταθερά σε όλο τον encoder (µονο-κλίµακη αναπαράσταση). Ο Swin χωρίζεται σε
διακριτά stages και εφαρµόζει patch merging, µειώνοντας προοδευτικά τη χωρική ανάλυση
και δηµιουργώντας πυραµίδα χαρακτηριστικών πολλαπλών κλιµάκων (4.4).

Εικόνα 4.4: Αριστερά: Swin µε ιεραρχικά stages (πολλαπλές κλίµακες µέσω patch merging).
∆εξιά : ViT χωρίς ιεραρχία, µε σταθερή ανάλυση tokens σε όλο τον encoder [4].

Γιατί ταιριάζει σε 3D. Η τοπική προσοχή µειώνει το υπολογιστικό κόστος σε µεγάλους
όγκους, ενώ η ιεραρχία (µέσω patch merging) µειώνει προοδευτικά το πλήθος tokens. Τα
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ενδιάµεσα επίπεδα πολλαπλών κλιµάκων τροφοδοτούν έναν U-shaped decoder µε skip con-
nections, διατηρώντας λεπτοµέρεια και χωρική ακρίβεια.

4.9 SegMamba: Mamba/SSM blocks σε U-shape σχεδίαση

Το SegMamba προτείνει µια 3D αρχιτεκτονική τµηµατοποίησης που ενσωµατώνει Mamba-
ϐασισµένα SSM blocks για µοντελοποίηση µακρινών εξαρτήσεων µε ευνοϊκή κλιµάκωση σε
σχέση µε πλήρες self-attention [12]. Ο µηχανισµός Mamba εισάγει selective state spaces,
επιτρέποντας content-dependent παραµετροποίηση που λειτουργεί ως εναλλακτική της at-
tention σε µεγάλες ακολουθίες [11].

Σηµείωση υλοποίησης. Σε αντίθεση µε τα υπόλοιπα µοντέλα που προέρχονται από MONAI,
η αρχιτεκτονική SegMamba υλοποιείται στην παρούσα εργασία µέσω του επίσηµου απο-

ϑετηρίου των συγγραφέων [52]. Η ενσωµάτωση γίνεται µε τρόπο που να επιτρέπει κοινό
πειραµατικό πρωτόκολλο (προεπεξεργασία, patch sampling, loss, metrics και inference),
ώστε η σύγκριση να παραµένει συνεπής.

Αναµενόµενη συµπεριφορά. Η σχεδίαση στοχεύει να συνδυάσει :

• συλλογή µακρινής εµβέλειας πληροφοριών σε πολλαπλές κλίµακες,

• U-shaped αποκωδικοποίηση για διατήρηση χωρικής ακρίβειας,

• ϐελτιωµένη διαχείριση πόρων σε 3D δεδοµένα, σε σύγκριση µε Transformer encoders
αντίστοιχης ανάλυσης.

4.10 Συζήτηση: αναµενόµενοι συµβιβασµοί

Συνοψίζοντας, οι οικογένειες µοντέλων διαφέρουν ως προς το πώς συλλέγουν συµφραζό-
µενο :

• CNN-based: ισχυρά σε όρια/υφές και αποδοτικά, αλλά το global context εισάγεται
έµµεσα.

• Transformer-based: ισχυρό global context, αλλά αυξηµένες απαιτήσεις µνήµης/χρόνου.

• SSM/Mamba-based: στόχος η µακρινής εµβέλειας µοντελοποίηση µε καλύτερη κλιµά-
κωση, κάτι ιδιαίτερα ελκυστικό σε 3D τµηµατοποίηση.

Στο πειραµατικό µέρος παρουσιάζεται το κοινό πρωτόκολλο εκπαίδευσης/αξιολόγησης
που επιτρέπει να αποτιµηθούν εµπειρικά οι παραπάνω συµβιβασµοί για την τµηµατοποίηση
πλακούντα σε MRI.
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 5
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λόγησης

Στο κεφάλαιο αυτό παρουσιάζεται η πειραµατική διαδικασία που ϑεσπίστηκε µε σκοπό
την εκπαίδευση και τη συγκριτική αξιολόγηση διαφορετικών αρχιτεκτονικών, µε γνώµονα τη
διεργασία της τµηµατοποίησης σε 3D MRI εικόνες.

Η επιλογή των µοντέλων προέκυψε έπειτα από συστηµατική µελέτη της ϐιβλιογραφίας :
αρχικά εξετάστηκαν τα πρωτότυπα δίκτυα σχήµατος U (U-Net) [1] και στη συνέχεια παραλ-
λαγές/επεκτάσεις όπως το Attention U-Net [3], σύγχρονες U-Net µορφές όπως το DynUNet
[53] και όµοιες CNN-based encoder-decoder µορφές που υλοποιούν υπολειµµατικές συνδέ-
σεις (SegResNet) [14]. Τέλος, αξιολογήθηκαν νεότερες προσεγγίσεις που µοντελοποιούν µα-
κρινές εξαρτήσεις, όπως τα Transformer-based µοντέλα (UNETR [9], SwinUNETR [10]) και
State Space-based µοντέλα (SegMamba [12], επέκταση του Mamba [11]).

Κεντρικός στόχος είναι η δίκαιη και αναπαραγώγιµη σύγκριση των αρχιτεκτονικών. Για
τον λόγο αυτό υλοποιήθηκε ένα ενιαίο πειραµατικό πλαίσιο όπου όλες οι αρχιτεκτονικές
εκπαιδεύονται µε κοινή ϱοή (pipeline) προεπεξεργασίας, δειγµατοληψίας patches, εκπαίδευ-
σης, αξιολόγησης και καταγραφής µετρικών. Στην πράξη, κάθε αρχιτεκτονική αντιστοιχεί σε
ξεχωριστό notebook, όµως η δοµή του κώδικα παραµένει σταθερή, µε κύρια διαφοροποίηση
την αρχικοποίηση του µοντέλου και ελάχιστες αναγκαίες ϱυθµίσεις συµβατότητας.

5.1 Στόχοι αξιολόγησης και αρχές σύγκρισης

Στόχος της πειραµατικής αξιολόγησης είναι να αποτυπωθεί µε σαφήνεια η απόδοση δια-
ϕορετικών αρχιτεκτονικών στη τµηµατοποίηση πλακούντα σε 3D MRI. Η σύγκριση σχεδι-
άστηκε ώστε να είναι δίκαιη, µε κοινό τρόπο αναφοράς αποτελεσµάτων και συνεπείς επιλογές
αξιολόγησης, έτσι ώστε οι παρατηρούµενες διαφορές να αποδίδονται όσο δυνατόν αποκλει-
στικά στην αρχιτεκτονική.

Η αναφορά ϐασίζεται κυρίως σε Dice και IoU, µετρικές που είναι κατάλληλες για προ-
ϐλήµατα έντονης ανισορροπίας κλάσεων, ενώ παράλληλα συµπληρώνεται από ποιοτική ε-
πιθεώρηση και τυπική σύγκριση µε αποτελέσµατα απο άλλες έρευνες οµοίου σκοπού (ϐλ.
Κεφάλαιο 6).
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5.2 Υλοποίηση και λογισµικό

5.2 Υλοποίηση και λογισµικό

Τα πειράµατα υλοποιήθηκαν κυρίως µε χρήση των ϐιβλιοθηκών PyTorch και MONAI [13]
σε γλώσσα Python. Η εκπαίδευση εκτελέστηκε σε περιβάλλον cloud µέσω της πλατφόρµας
Kaggle Notebooks, αξιοποιώντας GPU επιτάχυνση (NVIDIA T4 σε διαθέσιµη διαµόρφωση)
εντός του εβδοµαδιαίου ορίου χρήσης που παρέχεται από την πλατφόρµα.1

Οι εκτελέσεις πραγµατοποιήθηκαν ως non-interactive πειράµατα (µε καταγραφή logs/µετρικών),
ώστε να διατηρείται σταθερή η διαδικασία µεταξύ µοντέλων και να αποφεύγονται χειροκίνη-
τες παρεµβάσεις. Για αναπαραγωγιµότητα χρησιµοποιήθηκαν σταθερά seeds σε NumPy και
PyTorch, καθώς και κοινή δοµή κώδικα για όλα τα µοντέλα (µε διαφοροποίηση κυρίως στην
αρχικοποίηση της αρχιτεκτονικής).

5.3 Σύνολο δεδοµένων και διαχωρισµός

Το σύνολο δεδοµένων περιλαµβάνει N = 137 περιστατικά, µε ένα Ϲεύγος αρχείων .nii.gz

ανά περίπτωση: την εικόνα καταγραφής του ασθενή στον Μαγνητικό Τοµογράφο και την
αντίστοιχη δυαδική µάσκα τµηµατοποίησης πλακούντα. Η επέκταση αρχείου nii προέρχεται
απο την λέξη NIfTI όπου είναι ακρωνύµιο των λέξεων Neuroimaging Informatics Technology
Initiative. Με αυτή τη δοµή, µαζί µε την εικόνα αποθηκεύονται και στατιστικά, ϱυθµίσεις
ϕωτισµού και διάφορες άλλες χρήσιµες πληροφορίες για την εικόνα (metadata).

Προέλευση δεδοµένων και καθεστώς διάθεσης. Το σύνολο δεδοµένων της παρούσας
εργασίας είναι ιδιωτικό (private dataset) και δεν διατίθεται δηµόσια. Η πρόσβαση έγινε
αποκλειστικά για ερευνητική χρήση, µε σεβασµό στους περιορισµούς διαχείρισης ιατρικών
δεδοµένων.

Ως ϐασική µονάδα εκπαίδευσης και αξιολόγησης ορίζεται το case (δηλαδή ολόκληρος ο
3D όγκος), ώστε ο διαχωρισµός να γίνεται σε επίπεδο ασθενή/περίπτωσης και να αποφεύγεται
διαρροή πληροφορίας.

Ο διαχωρισµός σε σύνολα εκπαίδευσης και επικύρωσης πραγµατοποιείται µε σταθερό
seed (121) για λόγους αναπαραγωγιµότητας. Στα πειράµατα της παρούσας εργασίας χρησι-
µοποιήθηκε διαχωρισµός 80/20, που αντιστοιχεί περίπου σε 109 περιστατικά εκπαίδευσης
και 28 επικύρωσης (validation).

5.4 Οργάνωση δεδοµένων και ϱοή ϕόρτωσης

Κάθε περιστατικό περιλαµβάνει έναν 3D MRI όγκο και την αντίστοιχη δυαδική µάσκα
πλακούντα σε µορφή NIfTI (.nii). Τα δεδοµένα µετατρέπονται σε λίστα από dictionaries (το
καθένα περιέχει ένα κλειδί για image µε τιµή το µονοπάτι προς την εικόνα και ένα κλειδί
label αντίστοιχα µε τιµή το µονοπάτι προς την µάσκα), η οποία τροφοδοτείται σε Dataset
του MONAI.

1Οι ακριβείς διαθέσιµοι πόροι και τα όρια χρήσης µπορεί να µεταβάλλονται µε τον χρόνο και εξαρτώνται από
την πολιτική της πλατφόρµας.
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Για επιτάχυνση, το αιτιοκρατικό τµήµα της προεπεξεργασίας υπολογίζεται µια ϕορά και
αποθηκεύεται σε disk cache µέσω PersistentDataset. Αντιθέτως, οι στοχαστικοί µετασχη-
µατισµοί (Random Augmentations, εφαρµόζονται µόνο στο training set) εκτελούνται κάθε
εποχή κατά τη ϕόρτωση των δεδοµένων µέσω DataLoader. Αυτό συµβαίνει ώστε να έχουµε
διαφορετικές παραλλαγές των ίδιων δειγµάτων χωρίς επαναλαµβανόµενο κόστος σταθερής
προεπεξεργασίας.

5.5 Ανάλυση στοίβας προεπεξεργασίας

Η στοίβα προεπεξεργασίας σχεδιάστηκε έχοντας υπόψη δύο ϐασικά σηµεία : (α) υψηλό
background to foreground ratio (ο πλακούντας καταλαµβάνει µικρό µέρος του όγκου) και (ϐ)
την ανάγκη γεωµετρικής συνέπειας µεταξύ περιστατικών. Οι µετασχηµατισµοί επιλέχθηκαν
από το MONAI [54].

5.5.1 Γεωµετρική εναρµόνιση και σταθεροποίηση εισόδου

Το πρώτο στάδιο εξασφαλίζει ότι το µοντέλο διαβάζει τα δεδοµένα σε κοινό γεωµετρικό
πλαίσιο :

• Φόρτωση και τυποποίηση: ανάγνωση NIfTI, µεταφορά σε tensor και εξασφάλιση
σωστού καναλιού (channel-first), ώστε οι επόµενοι µετασχηµατισµοί να εφαρµόζονται
οµοιόµορφα.

• Επαναπροσανατολισµός (Orientation): µετατροπή σε κοινό σύστηµα αξόνων (RAS),
ώστε να αποφεύγονται ασυνέπειες σε left/right, anterior/posterior κ.λπ.

• Αναδειγµατοληψία (Spacing): µετασχηµατισµός σε κοινό voxel spacing ((2.0, 2.0, 2.0)
mm), ώστε η µάθηση να µην επηρεάζεται από διαφορετικές ϕυσικές κλίµακες και α-
νοµοιογενείς αναλύσεις µεταξύ εξετάσεων.

5.5.2 Κανονικοποίηση εντάσεων

Εφαρµόζεται κανονικοποίηση µε percentiles (π.χ. 2.0-99.9) και χαρτογράφηση στο [0, 1].
Η πρακτική αυτή (α) περιορίζει την επίδραση outliers/θορύβου και (ϐ) διευκολύνει τη στα-
ϑερότητα του optimization.

5.5.3 Περιορισµός πεδίου (ROI) µε foreground cropping

∆εδοµένης της µεγάλης έκτασης background, εφαρµόστηκε περικοπή σε πλαίσιο µε την
CropForegroundd µε source_key=label και µικρό περιθώριο (margin= 8) ώστε να περιορίζε-
ται η εικόνα γύρω από την περιοχή ενδιαφέροντος. Με τον τρόπο αυτό µειώνεται δραστικά το
µέγεθος του υπολογιστικού κόστους και παράλληλα αυξάνοντας την πιθανότητα τα patches
να περιέχουν χρήσιµη πληροφορία.
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5.5.4 Σταθεροποίηση διαστάσεων για συµβατότητα µοντέλων

5.5.4 Σταθεροποίηση διαστάσεων για συµβατότητα µοντέλων

Τέλος, εφαρµόζεται :

• Padding σε σταθερό roi_size ((96, 96, 64)), για οµοιόµορφη εκπαίδευση µε patch-
based στρατηγική.

• Divisible padding ώστε οι τελικές διαστάσεις να είναι πολλαπλάσια συγκεκριµένων
παραγόντων (π.χ. (32, 32, 16)), κάτι που διευκολύνει αρχιτεκτονικές µε downsam-
pling/patch merging.

5.6 ∆ειγµατοληψία patches και επαύξηση δεδοµένων

Λόγω του µεγέθους των 3D όγκων και περιορισµών µνήµης, η εκπαίδευση πραγµατο-
ποιείται σε patches σταθερού µεγέθους (roi_size= (96, 96, 64)).

Για την αντιµετώπιση της έντονης ανισορροπίας background/foreground χρησιµοποιή-
ϑηκε RandCropByPosNegLabeld, ώστε να ελέγχεται η πιθανότητα επιλογής patches που
περιέχουν foreground. Επιπλέον εφαρµόστηκε µεταβολή στην αναλογία pos/neg κατά τη
διάρκεια της εκπαίδευσης, µε στόχο αρχικά να σταθεροποιηθεί η µάθηση πάνω στο fore-
ground και στη συνέχεια να µειωθούν τα false positives µέσω σταδιακής εισαγωγής αρνητι-
κών δειγµάτων. Για τα πρώτα 40 epochs είχαµε αποκλειστικά foreground δεδοµένα, έπειτα
για 30 epochs υπήρχε αναλογία 3/1 foreground to background δεδοµένα, και για τις υ-
πόλοιπες εποχές ισάξια αναλογία ϑετικών προς αρνητικών δειγµάτων.

Για ϐελτίωση της γενίκευσης, εφαρµόστηκαν στοχαστικές επαυξήσεις (random flips,
ήπιες περιστροφές, διαστρεβλώσεις όπως stretching κ.λ.π., Gaussian ϑόρυβος/εξοµάλυνση),
οι οποίες προσοµοιώνουν ϱεαλιστική µεταβλητότητα χωρίς να αλλοιώνουν τη σηµασιολογία
της µάσκας.

5.7 Αρχιτεκτονικές και πειραµατικά σενάρια

Αξιολογήθηκαν οι παρακάτω αρχιτεκτονικές :

• U-Net [1]

• Attention U-Net [3]

• DynUNet [53]

• UNETR [9]

• SwinUNETR [10]

• SegResNet [14]

• SegMamba [12]
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Οικογένειες µοντέλων. Οι αρχιτεκτονικές που αξιολογούνται καλύπτουν κλασικές CNN
προσεγγίσεις (U-Net και παραλλαγές), νεότερες Transformer-based δοµές (UNETR, Swin-
UNETR) και αποδοτικές εναλλακτικές για µοντελοποίηση µακρινών εξαρτήσεων (state space-
based, SegMamba). Με αυτόν τον τρόπο εξετάζεται τόσο η επίδραση ισχυρής τοπικής επα-
γωγικής µεροληψίας (inductive bias) όσο και η συµβολή µηχανισµών καθολικών συµφρα-
Ϲοµένων (global context).

5.7.1 Αρχιτεκτονικές υπερπαράµετροι ανά µοντέλο

Παρότι το πειραµατικό πρωτόκολλο (προεπεξεργασία, δειγµατοληψία, optimizer, κ.λπ.)
διατηρήθηκε κοινό, κάθε αρχιτεκτονική απαιτεί ορισµένες ειδικές υπερπαραµέτρους που κα-
ϑορίζουν κυρίως τη χωρητικότητα (capacity) και τη δοµή του encoder/decoder. Το dropout
ορίστηκε 0.0 σε κάθε περίπτωση. Συνοπτικά, χρησιµοποιήθηκαν:

• U-Net: channels (16, 32, 64, 128, 256), strides (2, 2, 2, 2), num_res_units = 2.

• Attention U-Net: channels (16, 32, 64, 128, 256), strides (2, 2, 2, 2), kernel_size = 3,
up_kernel_size = 3.

• DynUNet: kernel_size = [3, 3, 3, 3], strides = [1, 2, 2, 2], upsample_kernel_size =
[2, 2, 2].

• UNETR: img_size (96, 96, 64), feature_size = 32, hidden_size = 768, mlp_dim =
3072, num_heads = 24, proj_type="conv", res_block=True.

• SwinUNETR: εκτελέστηκαν δύο ϱυθµίσεις :

– SwinUNETR Heavier: img_size (96, 96, 64), feature_size = 60, patch_size = 2,
window_size = 5, depths (2, 2, 2, 2), use_checkpoint=True.

– SwinUNETR Lighter: img_size (96, 96, 64), feature_size = 48, patch_size = 2,
window_size = 4, depths (2, 2, 2, 2), use_checkpoint=True.

• SegResNet: ϐασικές παράµετροι όπως προαρµογή πλάτους επιπέδων (init_filters) και
η κατανοµή blocks στο down/up path. Εκτελέστηκαν δύο ϱυθµίσεις :

– SegResNet Heavier: init_filters= 64, blocks_down= [1, 2, 2, 4], blocks_up= [1, 1, 1].

– SegResNet Lighter: init_filters= 32, blocks_down= [1, 2, 2, 4], blocks_up= [1, 1, 1].

• SegMamba: ϐασικές παράµετροι το ‘πλάτος’ χαρακτηριστικών (feat_size) και το ϐάθος
(depths). Εκτελέστηκαν δύο ϱυθµίσεις :

– SegMamba Heavier: feat_size= 32, depths= [2, 2, 2, 2, 2].

– SegMamba Lighter: feat_size= 32, depths= [2, 2, 2, 2].

Οι παραπάνω ϱυθµίσεις αφορούν αποκλειστικά τη χωρητικότητα της αρχιτεκτονικής

και όχι το εκπαιδευτικό πρωτόκολλο, το οποίο παρέµεινε κοινό για όλα τα µοντέλα.
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5.8 Συνάρτηση κόστους και ϐελτιστοποίηση

Για κάθε αρχιτεκτονική εκτελέστηκε µία ϐασική εκπαίδευση (baseline πείραµα) µε το
κοινό pipeline. Επιπλέον πραγµατοποιήθηκαν πειράµατα εναλλαγής χωρητικότητας για ε-
πιλεγµένα µοντέλα (SegResNet, SegMamba και SwinUNETR), µε στόχο να διερευνηθεί η
επίδραση ϱυθµίσεων που αυξάνουν την ικανότητα του δικτύου ή/και ϐελτιώνουν τη σταθε-
ϱότητα σύγκλισης.

Το ενισχυµένο πείραµα του SegResNet είχε µεγαλύτερο πλάτος το δίκτυο, ενώ του Seg-
Mamba µεγαλύτερο ϐάθος (περισσότερα layers). Για το SwinUNETR συγκρίθηκαν η αρχική
ϱύθµιση (Heavier) και µία ελαφρύτερη παραλλαγή (Lighter) µε µικρότερα feature_size και
window_size. Οι αποκλίσεις αυτές από τη ϐασική ϱύθµιση καταγράφονται ϱητά στις αντίστοι-
χες υποενότητες αποτελεσµάτων (6.2 - 6.4, 6.6).

5.8 Συνάρτηση κόστους και ϐελτιστοποίηση

5.8.1 Κριτήριο εκπαίδευσης

Ως ϐασικό κριτήριο χρησιµοποιήθηκε η DiceCELoss (Dice + Cross-Entropy), µε sigmoid
έξοδο και include_background=False. Ο συνδυασµός Dice και CE είναι πρακτικός σε έντονα
ανισόρροπες τµηµατοποιήσεις, καθώς ο Dice στοχεύει άµεσα στην επικάλυψη, ενώ το CE
συνεισφέρει σταθερότητα και καλύτερη συµπεριφορά gradients σε πρώιµα στάδια σύγκλισης.

5.9 Επικύρωση και διαδικασία inference

5.9.1 Sliding Window Inference (SWI)

Η επικύρωση σε πλήρεις 3D όγκους είναι χρονοβόρα αλλά και ακριβή σε µνήµη, ειδικά
για ϐαριά µοντέλα. Για τον λόγο αυτό εφαρµόστηκε sliding-window inference µε επικάλυψη
(overlap) και gaussian blending, ώστε να συντίθεται τελική πρόβλεψη σε όλο τον όγκο χωρίς
να ϑυσιάζεται η ποιότητα στα όρια των patches.

5.9.2 EMA (Exponential Moving Average)

Παράλληλα, χρησιµοποιήθηκε EMA, δηλαδή εκθετικός κινητός µέσος των παραµέτρων
του µοντέλου. Η αξιολόγηση µε EMA τείνει να είναι πιο σταθερή από το στιγµιαίο checkpoint,
ειδικά όταν ο ϱυθµός µάθησης κυµαίνεται σε εύρος.

5.10 Βελτιστοποίηση και Scheduler

5.10.1 Βελτιστοποιητής

Για όλες τις υλοποιήσεις χρησιµοποιήθηκε ο AdamW µε τις ίδιες ϱυθµίσεις. Στα πει-
ϱάµατα τέθηκαν base_lr = 2.5e-5 και weight_decay = 2e-5. Η τιµή lr=base_lr λειτουργεί ως
ϐασικός ϱυθµός µάθησης, πάνω στον οποίο εφαρµόζεται ο scheduler της επόµενης υποε-
νότητας.
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Οι παράµετροι betas=(0.9, 0.999) αντιστοιχούν στους συντελεστές �1 και �2 του Adam-
τύπου κινητού µέσου: η �1 = 0.9 ελέγχει την εξοµάλυνση της πρώτης ϱοπής (µέση κλίση,
τύπου momentum), ενώ η �2 = 0.999 την εξοµάλυνση της δεύτερης ϱοπής (µέσο τετραγωνι-
κών κλίσεων).

Οι συγκεκριµένες επιλογές ήταν σταθερές σε όλες τις αρχιτεκτονικές για δίκαιη σύγκριση.
Η ϑεωρητική ανάλυση του AdamW δίνεται στην Ενότητα 3.5.

5.10.2 Scheduler

Για λόγους αποφυγής τοπικών ελαχίστων και άλλους, έγινε χρήση Scheduler ώστε ο ϱυθ-
µός µάθησης να (learning rate) µεταβαλλόταν διαρκώς κατά τη διάρκεια της εκπαίδευσης µε
CyclicLR [55] (σχήµα triangular2). Στο συγκεκριµένο σχήµα ο ϱυθµός µάθησης αυξάνεται
γραµµικά από base_lr έως max_lr και στη συνέχεια µειώνεται πάλι, ενώ σε κάθε επόµε-
νο κύκλο το εύρος ταλάντωσης µειώνεται, οδηγώντας σε πιο «ήπια» εξερεύνηση στα όψιµα
στάδια.

Η επιλογή κυκλικού χρονοπρογραµµατισµού εξυπηρετεί δύο στόχους : (i) µειώνει την
ευαισθησία σε µία µοναδική επιλογή learning rate, και (ii) λειτουργεί ως µηχανισµός εξερεύ-
νησης του χώρου λύσεων, κάτι που συχνά ϐοηθά σε πιο σταθερή σύγκλιση όταν συνδυάζεται
µε έντονες στοχαστικές διεργασίες (όπως data augmentation και patch sampling).

Σηµειώνεται ότι στα διαγράµµατα ιστορικού εκπαίδευσης αποτυπώνεται ο κυκλικός χα-
ϱακτήρας του LR, καθώς και η χρονική στιγµή στην οποία επιτυγχάνεται η καλύτερη επίδοση
στο validation (π.χ. µέγιστο Dice), που χρησιµοποιείται και ως κριτήριο επιλογής check-
point.
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Κεφάλαιο 6

Αποτελέσµατα Πειραµατικής Αξιολόγησης

Στο κεφάλαιο αυτό παρουσιάζονται τα αποτελέσµατα της συγκριτικής αξιολόγησης των
αρχιτεκτονικών τµηµατοποίησης µε τη δοµή που περιγράφηκε στο Κεφάλαιο 5. ΄Ολα τα µο-
ντέλα εκπαιδεύτηκαν και αξιολογήθηκαν µε ενιαίο πειραµατικό πρωτόκολλο (προεπεξεργα-
σία, δειγµατοληψία, ϐελτιστοποίηση, επικύρωση), ώστε οι διαφορές στο τέλος να αποδίδονται
όσο το δυνατόν περισσότερο στην αρχιτεκτονική και όχι σε ασυνεπείς ϱυθµίσεις ή διαδικα-
σίες.

Πρώτα, παρατίθενται τα ποσοτικά αποτελέσµατα στα δεδοµένα αξιολόγησης µέσω µε-
τρικών επικάλυψης (Dice, IoU) και της τιµής της απώλειας επικύρωσης (validation loss).
΄Επειτα, συµπληρώνονται µε ποιοτική αξιολόγηση µέσω οπτικών προβλέψεων έναντι ground
truth (τµηµατοποίηση παρεχόµενη απο ειδικούς υγείας), και πραγµατοποιείται και έλεγχος
ως προς τη συµφωνία των ποσοτικών αποτελεσµάτων µε τις εικόνες.

Τέλος, παρουσιάζονται και σχετικές δηµοσιευµένες εργασίες µε όµοιο στόχο, µαζί µε
τα τελικά τους αποτελέσµατα, ώστε να γίνει µια ενδεικτική (µη αυστηρή) και πιο ελεύθερη
αντιπαραβολή µε τα ευρήµατα της παρούσας εργασίας.

6.1 Παρουσίαση αποτελεσµάτων

Τα αποτελέσµατα παρουσιάζονται σε δύο επίπεδα:

• Ποσοτικά: µετρικές Dice/IoU και απώλειες (train/val loss), µε σύγκριση µεταξύ µο-
ντέλων.

• Ποιοτικά: ενδεικτικές οπτικοποιήσεις προβλέψεων/σφαλµάτων σε αντιπροσωπευτικά
περιστατικά.

Ο Πίνακας 6.1 συνοψίζει τη καλύτερη επίδοση κάθε µοντέλου στο validation set, όπως
προέκυψε σε επίπεδο 3D όγκου σε 120 epochs. Οι τιµές Dice χρησιµοποιούνται ως σηµείο
αναφοράς για την αναλυτικότερη ποιοτική και συγκριτική συζήτηση που ακολουθεί και
αντιστοιχούν στη µέγιστη τιµή του mean Dice που επιτεύχθηκε σε κάποιο epoch εντός της
εκπαίδευσης.

Σηµειώνεται ότι οι µετρικές επικάλυψης αποτυπώνουν κυρίως τη συµφωνία ως προς
το εµβαδό/όγκο της πρόβλεψης και δεν εγγυώνται πάντα οπτικά σωστά όρια σε όλες τις
περιπτώσεις.
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Πίνακας 6.1: Αποτελέσµατα ανά αρχιτεκτονική στο validation set.

Μοντέλο Dice IoU Val Loss
U-Net 0.823 0.7002 0.2177
Attention U-Net 0.851 0.74 0.2034
DynUNet 0.846 0.7342 0.1897
UNETR 0.772 0.6345 0.2842
SwinUNETR Heavier 0.8497 0.7401 0.1838
SwinUNETR Lighter 0.8490 0.7387 0.1838
SegResNet Heavier 0.8601 0.7558 0.1678
SegResNet Lighter 0.859 0.7544 0.1806
SegMamba Heavier 0.8606 0.7566 0.1685
SegMamba Lighter 0.8581 0.7526 0.1697

6.2 Συνοπτική κατάταξη και κύρια ευρήµατα

Ξεκινώντας από τον Πίνακα 6.1, η κατάταξη των µοντέλων µε ϐάση τη µέγιστη µέση
τιµή του Dice δείχνει ότι η καλύτερη επίδοση επιτυγχάνεται από το SegMamba Heavier
(Dice= 0.8606) και έπειτα τα SegResNet Heavier (Dice= 0.8601) και SegResNet Lighter
(Dice= 0.859). Οι διαφορές µέσα στα προαναφερθέντα είναι της τάξης του ≈ 0.002–0.007 σε
Dice.

Η εικόνα αυτή επιβεβαιώνεται και από τη συµπληρωµατική µετρική IoU: τα υψηλότε-
ϱα IoU παρατηρούνται επίσης στα SegMamba Heavier (0.7566) και SegResNet Heavier
(0.7558), µε τα υπόλοιπα µοντέλα της κορυφής να ακολουθούν πολύ κοντά. Παράλληλα, οι
τιµές validation loss είναι χαµηλότερες για τα µοντέλα µε καλύτερο Dice (π.χ. SegResNet
Heavier: 0.1678, SegMamba Heavier: 0.1685), γεγονός που είναι συµβατό µε καλύτερη συ-
νολική ϐελτιστοποίηση. Ωστόσο, επειδή το loss αποτελεί σύνθετο κριτήριο και δεν αντιστοιχεί
µονοσήµαντα σε µια overlap µετρική, η τελική κατάταξη στηρίζεται πρωτίστως στο Dice (και
υποστηρίζεται από IoU).

Σε επίπεδο οικογενειών αρχιτεκτονικής, παρατηρείται ότι οι αποδοτικές CNN-based προ-
σεγγίσεις (SegResNet) και τα State Space-based µοντέλα (SegMamba) υπερέχουν συνολικά
των Transformer-based αρχιτεκτονικών σε αυτή τη πειραµατική αξιολόγηση. Ειδικότερα,
το UNETR εµφανίζει τη χαµηλότερη επίδοση (Dice= 0.772, IoU= 0.6345), αποτελώντας
σαφή outlier. Αντιθέτως, και οι δύο εκτελέσεις του SwinUNETR αποδίδουν εξαιρετικά: Swi-
nUNETR Heavier (Dice= 0.8497, IoU= 0.7401) και SwinUNETR Lighter (Dice= 0.8490,
IoU= 0.7387), µε τη Lighter να ϕτάνει Val Loss= 0.1838 στο epoch 108. Οι τιµές αυτές
απέχουν κατά περίπου 0.01 σε Dice από την κορυφή.

Αξίζει να σχολιαστεί το U-Net (πρωτοποριακό µοντέλο του αντικειµένου) απέδωσε πολύ
καλά µε Dice Score= 0.823, χωρίς να απέχει ιδιαιτέρως απο την τυπική απόδοση σε σχετικές
εργασίες όπως ϑα σχολιαστεί στη συνέχεια (6.5).

Τέλος, οι παραλλαγές χωρητικότητας (SegResNet Heavier έναντι SegResNet Lighter, Seg-
Mamba Heavier έναντι SegMamba Lighter και SwinUNETR Heavier έναντι SwinUNETR
Lighter) δείχνουν ότι η «ϐαρύτερη» ϱύθµιση προσφέρει αµελητέο πλεονέκτηµα (π.χ. Seg-
ResNet Heavier: 0.8601 έναντι 0.859), συνεπώς ϑα πρέπει να αναλογιστεί η επιβάρυνση
στο υπολογιστικό κόστος που επιφέρει η επιπρόσθετη χωρητικότητα, µε την απόδοση που
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6.3 Καµπύλες εκπαίδευσης και σταθερότητα σύγκλισης

προσφέρεται λόγω αυτής.

6.3 Καµπύλες εκπαίδευσης και σταθερότητα σύγκλισης

Στις εικόνες 6.1, 6.2 και 6.3 παρουσιάζονται οι καµπύλες εκπαίδευσης για κάθε αρχι-
τεκτονική. Σε κάθε περίπτωση, πρώτη καµπύλη παρουσιάζει τη µετρική Dice και η δεύτερη
τις απώλειες training και validation κατά τη διάρκεια των epochs.

Γενική εικόνα σύγκλισης. Σε όλες τις CNN-ϐασισµένες αρχιτεκτονικές παρατηρείται τα-

χεία αρχική ϐελτίωση του validation Dice στα πρώτα 5-15 epochs, συγκλίνοντας σχετικά
νωρίς, ακολουθούµενη απο σταδιακή ϐελτίωση µέχρι το τέλος της εκπαίδευσης. Αυτό υπο-
δηλώνει ότι το µοντέλο µαθαίνει γρήγορα τη χονδρική µορφολογία του πλακούντα, ενώ οι
επιπλέον εποχές συµβάλλουν κυρίως σε λεπτότερη προσαρµογή (όρια, µικρές ασυνέχειες,
µείωση false positives).

(αʹ) Attention U-Net (ϐʹ) DynUNet

(γʹ) SwinUNETR Heavier (δʹ) SwinUNETR Lighter

Εικόνα 6.1: Καµπύλες εκπαίδευσης : Validation Dice (πάνω) και training/validation loss
(κάτω) για Attention U-Net, DynUNet, SwinUNETR Heavier και SwinUNETR Lighter. Το α-
στέρι και η κατακόρυφη διακεκοµµένη γραµµή δείχνουν το epoch του καλύτερου Dice.

Συγκριτική ερµηνεία καµπυλών. ΄Ολες οι εκτελέσεις εµφανίζουν απότοµη άνοδο του val-
idation Dice στα πρώτα ∼10–20 epochs και στη συνέχεια σταθεροποίηση (plateau). Επίσης,
όλες οι καµπύλες είναι σχεδόν πανοµοιότυπες σε µορφή, κάτι που αναµενόταν δεδοµένου
ότι το πειραµατικό πλαίσιο ήταν κοινό για όλες τις εκτελέσεις. Οµοίως, οι παραλλαγές Seg-
Mamba συγκλίνουν γρήγορα σε υψηλές τιµές Dice παραµένοντας σταθερά.

Transformer-based συµπεριφορά. Το UNETR λειτουργεί ως outlier, επιτυγχάνοντας χα-
µηλότερο best Dice, γεγονός που συµφωνεί µε τη συνολική του υστέρηση στον Πίνακα 6.1,
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(αʹ) SegResNet Lighter (No of Filters = 32) (ϐʹ) SegResNet Heavier (No of Filters = 64)

(γʹ) U-Net

Εικόνα 6.2: Καµπύλες εκπαίδευσης : Validation Dice (πάνω) και training/validation loss
(κάτω) για SegResNet Lighter, SegResNet Heavier και U-Net. Το αστέρι και η κατακόρυφη
διακεκοµµένη γραµµή δείχνουν το epoch του καλύτερου Dice.

(αʹ) UNETR (ϐʹ) SegMamba Heavier (5 layers)

(γʹ) SegMamba Lighter (4 layers)

Εικόνα 6.3: Καµπύλες εκπαίδευσης : Validation Dice (πάνω) και training/validation loss
(κάτω) για UNETR, SegMamba Heavier και SegMamba Lighter. Το αστέρι και η κατακόρυφη
διακεκοµµένη γραµµή δείχνουν το epoch του καλύτερου Dice.
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και στην Εικόνα 6.3. Αντίθετα, και οι δύο διαµορφώσεις SwinUNETR Heavier/Lighter πα-
ϱουσιάζουν πιο οµαλή και σταδιακή ϐελτίωση και, ενώ δεν ξεπερνούν την κορυφή (Seg-
ResNet/SegMamba), αποδίδουν καλύτερα απο το απλό UNETR. Η Lighter εκδοχή ϕτάνει
Dice= 0.8490, IoU= 0.7387 και Val Loss= 0.1838 στο epoch 108, πολύ κοντά στη Heavier.
Το αποτέλεσµα είναι ενδεικτικό ότι η ιεραρχική προσοχή µε τοπικά παράθυρα του Swin
είναι πιο κατάλληλη από έναν ViT-style encoder [10] σε προβλήµατα µε όµοιες συνθήκες.

Σταθερότητα και γενίκευση. Οι καµπύλες training και validation loss µειώνονται πα-
ϱάλληλα και δεν παρατηρείται έντονη απόκλιση που να υποδεικνύει ισχυρή υπερπροσαρµο-
γή στο εξεταζόµενο εύρος epochs. Το καλύτερο checkpoint ορίζεται ως το epoch µέγιστου
validation Dice (κατακόρυφη γραµµή στα γραφήµατα), το οποίο εµφανίζεται συνήθως σε
µεταγενέστερο epoch, ενώ οι µεγαλύτερες ϐελτιώσεις έχουν ήδη πραγµατοποιηθεί νωρίτερα.

Σύνδεση µε ποιοτική αξιολόγηση. Στην επόµενη ενότητα εξετάζονται οπτικά παραδείγ-
µατα προβλέψεων και τυπικών σφαλµάτων, ώστε να αξιολογηθεί κατά πόσο οι διαφορές στο
Dice/IoU αντιστοιχούν σε ουσιαστικές διαφορές στην ποιότητα ορίων.

6.4 Ποιοτική αξιολόγηση προβλέψεων

Η ποιοτική αξιολόγηση συµπληρώνει τις ποσοτικές µετρικές του Πίνακα 6.1, καθώς οι
µετρικές επικάλυψης (Dice/IoU) αποτυπώνουν κυρίως τη συµφωνία ως προς τον όγκο και
δεν εγγυώνται πάντα αντίστοιχη ακρίβεια στα όρια ή στα λεπτά τµήµατα της δοµής. Στις
εικόνες 6.4 έως 6.13 που ακολουθούν παρουσιάζονται ενδεικτικές τοµές από δύο περι-
στατικά (Sample 1/2) και η σύγκριση: MRI slice (αριστερά), ground truth µάσκα (κέντρο)
και η πρόβλεψη που επετεύχθει απο το µοντέλο (δεξιά). Ο πλακούντας και η πρόβλεψη
απεικονίζονται µε πράσινο και το υπόβαθρο µε κόκκινο.

Κατά την οπτική επιθεώρηση εξετάζονται κυρίως :

• Υπο- ή υπερ-τµηµατοποίηση,

• συνέχεια/συνοχή της µάσκας,

• ψευδοθετικά (false positives) ως αποµονωµένες περιοχές,

• ποιότητα ορίων (οµαλότητα και µορφολογική συνέπεια).

Συµφωνία ποιοτικών και ποσοτικών αποτελεσµάτων. Σε γενικές γραµµές, η οπτική
εικόνα επιβεβαιώνει την κατάταξη της Ενότητας 6.2. Τα µοντέλα µε την υψηλότερη επίδοση
σε Dice/IoU παράγουν πιο συνεπείς και ‘καθαρές’ µάσκες, µε όρια που ακολουθούν καλύτε-
ϱα τη µορφολογία του πλακούντα και µε ελάχιστα ψευδοθετικά. Αντίθετα, το UNETR (6.11),
που είναι ποσοτικά ο ασθενέστερος outlier, εµφανίζει ορατές αστοχίες (ανοµοιόµορφα πε-
ϱιγράµµατα, τµηµατοποιήσεις εκτός στόχου και µικρές αποµονωµένες περιοχές), οι οποίες
εξηγούν τη χαµηλή του IoU και το υψηλότερο validation loss.
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CNN-based µοντέλα. Τα U-Net, Attention U-Net και DynUNet (6.4, 6.5, 6.10) αποδίδουν
γενικά σωστή γεωµετρία και συνεχείς µάσκες, µε αποκλίσεις που εµφανίζονται κυρίως στα
άκρα και σε λεπτές περιοχές (ελαφρά υπο- ή υπερ-τµηµατοποίηση). Η Attention U-Net και
το DynUNet δείχνουν πιο σταθερή συµπεριφορά από το ϐασικό U-Net, συµβατό µε το µικρό
αλλά µετρήσιµο κέρδος στις µετρικές (Dice≈ 0.851 έναντι 0.823).

Transformer-based µοντέλα. Τα SwinUNETR Heavier/Lighter (6.6, 6.7) παράγουν συνε-
πείς προβλέψεις µε καλό περιορισµό των ψευδοθετικών, κάτι που συµφωνεί µε το ότι αποτε-
λούν τις καλύτερες Transformer-based διαµορφώσεις της σύγκρισης (Dice= 0.8497/0.8490,
IoU= 0.7401/0.7387). Η διαφορά τους είναι πολύ µικρή, µε τη Lighter εκδοχή να διατη-
ϱεί Val Loss= 0.1838 στο epoch 108. Ωστόσο, σε ορισµένα σηµεία η πρόβλεψη είναι πιο
‘συντηρητική’ (ελαφρά υπο-τµηµατοποίηση σε λεπτές προεξοχές), γεγονός που µπορεί να
συµβάλλει στη διαφορά ∼ 0.01 σε Dice από την κορυφή. Αντίθετα, το UNETR εµφανίζει πιο
ασταθή συµπεριφορά, µε εµφανή false positives και ανοµοιόµορφα περιγράµµατα, τα οποία
υποβαθµίζουν τόσο την IoU όσο και την αντιληπτή ποιότητα ορίων.

Μοντέλα κορυφής: SegResNet και SegMamba. Τα SegResNet και SegMamba (6.8, 6.9
και 6.12, 6.13) δίνουν, στις ενδεικτικές περιπτώσεις, προβλέψεις πολύ κοντά στο ground
truth: η µάσκα είναι συνεχής (χωρίς ‘τρύπες’) και τα όρια ακολουθούν πιο πιστά τη µορφο-
λογία. Οι διαφορές µεταξύ ‘βαριάς’ και ‘ελαφριάς’ παραλλαγής είναι µικρές και συµφωνούν
µε τις αντίστοιχα µικρές διαφορές στις µετρικές (Dice στην τρίτη δεκαδική).

Περιορισµοί της οπτικής σύγκρισης. Οι απεικονίσεις αφορούν µεµονωµένες 2D τοµές,
ενώ οι µετρικές υπολογίζονται σε 3D όγκους. Εποµένως, µικρές τοπικές αποκλίσεις µπορεί
να µην είναι αντιπροσωπευτικές για το σύνολο του όγκου, αλλά παραµένουν χρήσιµες για
την κατανόηση τυπικών σφαλµάτων και την ερµηνεία των ποσοτικών δεικτών.

Εικόνα 6.4: Attention U-Net
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6.4 Ποιοτική αξιολόγηση προβλέψεων

Εικόνα 6.5: DynUNet

Εικόνα 6.6: SwinUNETR Heavier

Εικόνα 6.7: SwinUNETR Lighter
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Εικόνα 6.8: SegResNet Lighter (No of Filters = 32)

Εικόνα 6.9: SegResNet Heavier (No of Filters = 64)

Εικόνα 6.10: U-Net
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6.4 Ποιοτική αξιολόγηση προβλέψεων

Εικόνα 6.11: UNETR

Εικόνα 6.12: SegMamba Heavier (5 layers)

Εικόνα 6.13: SegMamba Lighter (4 layers)
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6.5 Σύγκριση µε δηµοσιευµένα αποτελέσµατα

Για να τοποθετηθούν τα ευρήµατα της παρούσας εργασίας σε ευρύτερο πλαίσιο, παρα-
τίθεται στον Πίνακα 6.2 συνοπτική σύγκριση µε σχετικές µελέτες τµηµατοποίησης πλακούντα
σε MRI [7, 25, 26, 56, 57, 58].

Πίνακας 6.2: Σύνοψη αποτελεσµάτων από σχετικές µελέτες τµηµατοποίησης πλακούντα σε
MRI.

Μελέτη Μοντέλο ∆εδοµένα / split Μετρική πλακούντα Σχόλιο
Shahedi et al. 2022 [25] CNN–based 181 total (train=157, val=24)

+ test=60
DSC=0.80 Μητρική κοιλότητα: DSC=0.92.

Shahedi et al. 2021 [7] ∆ύο CNN–based 70 total, έλεγχος σε 20 (nor-
mal) και 50 (normal+PAS)

DSC=0.82 (normal), 0.83 (+PAS) Μητρική κοιλότητα: DSC=0.92
και 0.88 αντίστοιχα.

Liu et al. 2023 [26] SADL 154 total, train=108, val=15,
test=31

DSC=0.83±0.06, 0.84±0.05 UNet achieved: (0.77, 0.76).

Huang et al. 2023 [56] CNN-based 241 (axial), και 101 (sagittal)
MRI

DSC=0.82 (axial), 0.82 (sagittal) Μητρική κοιλότητα: DSC=0.87
(axial), 0.92 (sagittal).

Lee et al. 2023 [57] MRF–MAS vs
UNet

390 total, train=312, test=78 Dice=0.8992 (MRF-MAS), U-Net
Dice=0.8632

Αναφορά και IoU=0.8169 για το
προτεινόµενο µοντέλο.

Saito et al. 2025 [58] PlaNet-S
(UNet+SegNeXt)

1090 total, 875 train-215
test

IoU=0.78±0.10 (PlaNet-S) U-Net IoU=0.73±0.13, DS-
transUNet IoU=0.64±0.16.

Παρούσα εργασία UNet 137 περιπτώσεις, train=109,
val=28

Dice=0.823, IoU=0.7002 Ενιαίο πρωτόκολλο σε 10 διαµορ-
ϕώσεις µοντέλων και αξιολόγηση
σε 3D όγκους.

Παρούσα εργασία SegMamba
Heavier

Dice=0.8606, IoU=0.7566 Απέδωσε καλύτερα απο τις άλλες
διαµορφώσεις

Η παραπάνω σύγκριση είναι ενδεικτική και όχι αυστηρά αντικειµενική , επειδή τα πει-
ϱάµατα δεν έχουν εκτελεστεί σε κοινό σύνολο δεδοµένων ή ενιαίο πρωτόκολλο. Παρά τα παρα-
πάνω, οι καλύτερες τιµές επικάλυψης της παρούσας εργασίας (Dice= 0.8606, IoU= 0.7566)
κινούνται στο ίδιο εύρος µε τη σύγχρονη ϐιβλιογραφία για τµηµατοποίηση πλακούντα σε
MRI, κάτι που υποστηρίζει τη συνολική εγκυρότητα της πειραµατικής µεθοδολογίας.

6.6 Συζήτηση και ερµηνεία

Στην ενότητα αυτή συντίθενται τα ποσοτικά ευρήµατα (Πίνακας 6.1 και καµπύλες εκπα-
ίδευσης) µε την ποιοτική επιθεώρηση (Ενότητα 6.4), µε στόχο να δοθεί συνεκτική ερµηνεία
των διαφορών µεταξύ των αρχιτεκτονικών και να αποσαφηνιστεί ποια συµπεράσµατα είναι
σταθερά, αλλά και ποιοι παράγοντες επηρεάζουν την αξιοπιστία/γενίκευση των αποτελε-
σµάτων.

Σύνοψη επιδόσεων και κλίµακα διαφορών. Η συνολική εικόνα δείχνει ότι οι καλύτερες
επιδόσεις στο validation set συγκεντρώνονται σε µια ‘οµάδα κορυφής’ γύρω από Dice 0.86:
SegMamba Heavier (Dice= 0.8606) και SegResNet Heavier/Lighter (Dice= 0.8601/0.859),
µε πολύ µικρές µεταξύ τους διαφορές (περίπου 0.002–0.003). Το SwinUNETR Heavier/-
Lighter (Dice= 0.8497/0.8490) είναι ανταγωνιστικό, αλλά παραµένει χαµηλότερα από την
κορυφή κατά περίπου 0.01 σε Dice, αλλά κατά περίπου 0.02 υψηλότερα από το base U-Net,
ενώ το UNETR αποτελεί σαφή outlier µε αισθητά χαµηλότερη επικάλυψη (Dice= 0.772). Η
µικρή απόσταση εντός της κορυφής υποδηλώνει ότι, για το συγκεκριµένο σύνολο δεδοµένων
και πρωτόκολλο, η επίδοση τείνει να κορεστεί : περαιτέρω ϐελτιώσεις αναµένονται να είναι
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οριακές και πιθανόν να εξαρτώνται περισσότερο από λεπτοµέρειες pre-processing, δειγµα-
τοληψίας patches ή ποιότητας επισηµειώσεων, παρά από ϱιζικά διαφορετική αρχιτεκτονική.

Σχολιασµός χειρότερης απόδοσης. Ως συνολικά χειρότερη απόδοση (worst-case sce-
nario) στο παρόν πρωτόκολλο µπορεί να ϑεωρηθεί η χαµηλότερη καταγεγραµµένη επίδο-
ση, δηλαδή το UNETR (Dice= 0.772, IoU= 0.6345). Στα ποιοτικά αποτελέσµατα (ϐλ. Ει-
κόνα. 6.11) έχουµε υπο-τµηµατοποίηση του πλακούντα, ασυνέχειες στη µάσκα και διάσπαρ-
τα false positives, µε αποτέλεσµα υποβάθµιση τόσο της επικάλυψης όσο και της αξιοπιστίας
των ορίων.

Ερµηνεία υπεροχής CNN/SSM προσεγγίσεων. Αντιθέτως, τα αποτελέσµατα υποδεικνύουν
ότι τα CNN-based (SegResNet, DynUNet, Attention U-Net) και SSM-based µοντέλα (Seg-
Mamba) είναι ιδιαίτερα κατάλληλα για τµηµατοποίηση πλακούντα σε 3D MRI. Μια εύλογη
ερµηνεία είναι ότι το πρόβληµα κυριαρχείται από τοπική µορφολογία και συνέπεια ορίων,
όπου ο inductive bias των συνελίξεων και η αποδοτική µοντελοποίηση εξαρτήσεων των SSM
αρκούν για να ανακτηθεί το απαραίτητο context, χωρίς self-attention σε όλο τον όγκο. Η
ποιοτική αξιολόγηση συµφωνεί µε το παραπάνω: τα µοντέλα κορυφής εµφανίζουν πιο συ-
νεκτικές µάσκες και περιορισµένα false positives, µε όρια που ακολουθούν καλύτερα τη
µορφολογία του ground truth.

Σχόλια για Transformer µοντέλα: UNETR έναντι SwinUNETR. Η αισθητά χαµηλότερη
επίδοση του UNETR είναι συµβατή µε τη γενικότερη παρατήρηση ότι ViT-τύπου encoders
τείνουν να απαιτούν µεγαλύτερο όγκο δεδοµένων, προσεκτικότερο regularization και/ή πιο
πλούσια προεκπαίδευση, ώστε να αποδώσουν ανταγωνιστικά σε ιατρική τµηµατοποίηση. Α-
ντίθετα, το SwinUNETR εµφανίζει πιο σταθερή και καλύτερη συµπεριφορά, πιθανώς επειδή
ενσωµατώνει ισχυρότερη τοπικότητα (ιεραρχικά windows και patch merging), κάτι που λει-
τουργεί πιο κατάλληλα για 3D δεδοµένα µε περιορισµένο αριθµό περιπτώσεων. Οπτικά,
αυτό αποτυπώνεται σε πιο ‘καθαρά’ όρια και σε περιορισµό των σποραδικών ψευδοθετι-
κών περιοχών, σε σύγκριση µε το UNETR. Επιπλέον, οι δύο διαµορφώσεις SwinUNETR
Heavier/Lighter έχουν πρακτικά ισοδύναµη επίδοση (Dice= 0.8497/0.8490), άρα η µείωση
χωρητικότητας δεν επιφέρει ουσιαστική ποιοτική υποβάθµιση.

Σχέση Dice/IoU και validation loss. Παρότι το validation loss ακολουθεί γενικά την
κατάταξη των µοντέλων, δεν είναι πλήρως µονοσήµαντο ως προς τις µετρικές επικάλυψης. Η
περίπτωση του U-Net (ικανοποιητικό Dice αλλά υψηλότερο loss) υποδηλώνει ότι ο συνδυα-
σµός Dice + CE επηρεάζεται από τη ϐαθµονόµηση της εξόδου και από λάθη κοντά στα όρια
που µπορεί να µην αλλάζουν δραστικά το τελικό overlap µετά το thresholding. ΄Ετσι, οι
µετρικές επικάλυψης πρέπει να ερµηνεύονται συµπληρωµατικά µε το loss και, ιδανικά, µε
boundary-ευαίσθητες µετρικές όταν το Ϲητούµενο είναι ακριβής εντοπισµός ορίων.

Ακρίβεια έναντι υπολογιστικού κόστους. Οι παραλλαγές χωρητικότητας (SegResNet
Heavier έναντι SegResNet Lighter και SegMamba Heavier έναντι SegMamba Lighter και
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SwinUNETR Heavier έναντι SwinUNETR Lighter) προσφέρουν µόνο µικρό κέρδος στην επι-
κάλυψη. Αυτό πρακτικά σηµαίνει ότι, σε περιβάλλοντα µε περιορισµένους πόρους (VRAM/χρόνος),
µια ελαφρύτερη διαµόρφωση µπορεί να αποτελεί ελκυστική επιλογή, χωρίς σηµαντική ϑυ-
σία ακρίβειας. Επίσης, παρότι το SwinUNETR (και στις δύο εκδοχές) επιτυγχάνει ανταγω-
νιστική επίδοση (σε Dice) και ϐρίσκεται πολύ κοντά στα κορυφαία CNN-based µοντέλα, η
επίτευξη αυτής της επίδοσης συνοδεύεται από σηµαντικά αυξηµένο υπολογιστικό κόστος.
Η Transformer-based δοµή του σε 3D patches και ιεραρχικό patch merging οδηγεί σε
µεγαλύτερο χρόνο άνα εποχή και αυξηµένες απαιτήσεις µνήµης σε σύγκριση µε αποδοτι-
κότερες CNN επιλογές όπως το SegResNet ή ακόµα το DynUNet. Συνεπώς, το SwinUNETR
αποτελεί ισχυρή επιλογή απο πλευράς απόδοσης, αλλά έχοντας το υπολογιστικό κόστος υ-
πόψιν, οι εναλλακτικές καθίστανται προτιµότερες.

6.6.1 Ενδεικτικοί χρόνοι ολοκλήρωσης εκτέλεσης πειραµάτων

Για να αποτυπωθεί πρακτικά το κόστος εκτέλεσης, καταγράφηκε ο συνολικός χρόνος
µέχρι την ολοκλήρωση κάθε πειράµατος στο cloud περιβάλλον εκπαίδευσης. Στον Πίνακα 6.3
παρατίθενται οι αντίστοιχοι χρόνοι, µαζί µε τον επιπλέον χρόνο ϕόρτωσης Mamba για τις δύο
εκτελέσεις SegMamba.

Πίνακας 6.3: Ενδεικτικοί χρόνοι ολοκλήρωσης ανά πείραµα.

Μοντέλο Συνολικός χρόνος Χρόνος ϕόρτωσης Mamba
SegMamba Lighter 05:07:21 01:14:47
SegMamba Heavier 05:01:31 01:13:02
U-Net 00:46:01 –
UNETR 02:53:41 –
SwinUNETR Heavier 08:42:00 –
SwinUNETR Lighter 06:00:00 –
SegResNet Lighter 04:28:34 –
SegResNet Heavier 09:46:43 –
DynUNet 02:52:00 –
Attention U-Net 01:37:13 –

Οι παραπάνω χρόνοι δεν αποτελούν επίσηµο benchmark απόδοσης. Παρότι οι εκτε-
λέσεις έγιναν µε τον ίδιο τύπο GPU στο cloud (άρα χωρίς άµεση επίδραση του τοπικού
δικτύου), υπάρχουν πολλοί παράγοντες που δεν είναι πάντα σταθεροί και επηρεάζουν τον
συνολικό χρόνο. Εποµένως, οι τιµές χρησιµοποιούνται ως ενδεικτική αναφορά σχετικής

ταχύτητας και χρόνου ολοκλήρωσης των ίδιων εργασιών µεταξύ µοντέλων.

Η µεγάλη διαφορά στον χρόνο εκτέλεσης σε σχέση µε την µικρή απόκλιση στην τελική
εικόνα και ολική απόδοση µεταξύ των παραλλαγών του SegResNet αναδεικνύει το µικρό του
κέρδος εις ϐάρος παραπάνω απο διπλάσιου χρόνου εκτέλεσης. Σε µικρότερο ϐαθµό το ίδιο
ισχύει και για τις παραλλαγές του SwinUNETR.

Περιορισµοί και παράγοντες γενίκευσης. Με τα παραπάνω συµπεράσµατα πρέπει να
δοθούν έµφαση και στα ακόλουθα:
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• οι µετρικές προέρχονται από ένα validation split και όχι από ανεξάρτητο test set ή
cross-validation,

• οι ποιοτικές απεικονίσεις ϐασίζονται σε µεµονωµένες 2D τοµές, ενώ η αξιολόγηση είναι
3D,

Παρόλα αυτά, επειδή όλες οι αρχιτεκτονικές αξιολογούνται µε κοινό πρωτόκολλο, τα συγκρι-
τικά συµπεράσµατα (η σχετική κατάταξη και τα τυπικά σφάλµατα) είναι ισχυρότερα από την
απόλυτη τιµή της επίδοσης.

Σύνοψη ενότητας. Η παρούσα ενότητα αποσαφήνισε τη σχετική συµπεριφορά των αρχι-
τεκτονικών, συνδυάζοντας ποσοτικά και ποιοτικά ευρήµατα υπό κοινό πρωτόκολλο. Η τελική
σύνθεση των συµπερασµάτων της εργασίας και η συστηµατική διατύπωση των µελλοντικών
επεκτάσεων παρουσιάζονται στο επόµενο κεφάλαιο.
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Κεφάλαιο 7

Επίλογος

Στο κεφάλαιο αυτό συνοψίζονται τα ϐασικά συµπεράσµατα της εργασίας και διατυπώνο-
νται οι κύριες κατευθύνσεις για συνέχεια της µελέτης. Η αποτίµηση ϐασίζεται στο ενιαίο
πρωτόκολλο του Κεφαλαίου 5 και στα αποτελέσµατα του Κεφαλαίου 6.

7.1 Συµπεράσµατα

Μεθοδολογική σύνοψη. Η εργασία ανέπτυξε ένα ενιαίο και αναπαραγώγιµο pipeline για
τµηµατοποίηση πλακούντα σε 3D MRI, µε κοινή προεπεξεργασία, κοινή διαδικασία εκπα-
ίδευσης/επικύρωσης και ενιαίο τρόπο αναφοράς µετρικών.

Κατ′αυτόν τον τρόπο, οι διαφορές ανάµεσα στα µοντέλα µοντέλων ερµηνεύονται κυρίως
ως αρχιτεκτονικές διαφορές και όχι ως τεχνητές αποκλίσεις ϱυθµίσεων.

Συγκριτική αξιολόγηση µοντέλων. Η συνοπτική κατάταξη της Ενότητας 6.2 και η ανα-
λυτική συζήτηση της Ενότητας 6.6 οδηγούν στα εξής κύρια ευρήµατα:

• Τα SegMamba και SegResNet πέτυχαν τις υψηλότερες τιµές επικάλυψης (Dice≈ 0.86),
µε πολύ µικρή µεταξύ τους διαφορά.

• Το SwinUNETR αποτέλεσε το πιο ανταγωνιστικό Transformer-ϐασισµένο µοντέλο. Πα-
ϱότι οι µετρικές του είναι ελαφρώς χαµηλότερες από την οµάδα κορυφής, στην ποιο-
τική αξιολόγηση οι διαφορές δεν είναι έντονες και η συνολική οπτική συµπεριφορά
παραµένει συγκρίσιµη.

• Το UNETR λειτούργησε ως σαφής outlier µε αισθητά χαµηλότερη επίδοση σε Dice/IoU
στο συγκεκριµένο split.

• Οι παραλλαγές µεγαλύτερης χωρητικότητας (SegResNet, SegMamba και SwinUNETR)
έδωσαν αµελητέα ϐελτίωση, χωρίς να µεταβάλουν ουσιαστικά τη συνολική εικόνα. Ει-
δικότερα, για το SegResNet Heavier, ο χρόνος εκτέλεσης αυξήθηκε δυσανάλογα σε
σχέση µε την αντίστοιχη αύξηση της ακρίβειας.

Παρουσίαση worst-case scenario. Το worst-case scenario της µελέτης αντιστοιχεί στην
επίδοση του UNETR (Dice= 0.772, IoU= 0.6345), όπου παρατηρούνται συχνότερα ασυνεχή
όρια, υπο-τµηµατοποίηση και επιπλέον false positives σε σχέση µε τα µοντέλα κορυφής.
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Συνέπεια ποσοτικής και ποιοτικής ανάλυσης. Η ποιοτική αξιολόγηση της Ενότητας 6.4
ευθυγραµµίζεται µε τις µετρικές Dice/IoU. Τα µοντέλα κορυφής παρήγαγαν πιο συνεκτικές
µάσκες, καλύτερη µορφολογική συµφωνία και λιγότερα ψευδοθετικά, ενώ τα µοντέλα µε
χαµηλότερες µετρικές εµφάνισαν αστάθειες στα όρια και συχνότερα σφάλµατα εκτός στόχου.

Σύνδεση µε τη ϐιβλιογραφία. Η σύγκριση της Ενότητας 6.5 δείχνει ότι οι επιδόσεις της
παρούσας µελέτης κινούνται σε ανταγωνιστικό εύρος σε σχέση µε πρόσφατες εργασίες τµη-
µατοποίησης πλακούντα. Παράλληλα, η χρήση ενιαίου πρωτοκόλλου ενισχύει τη σαφήνεια
της σύγκρισης µεταξύ οικογενειών αρχιτεκτονικών.

Κλινική συνάφεια και πρακτική αξιοποίηση. Τα αποτελέσµατα υποστηρίζουν ότι σύγ-
χρονες CNN-, SSM- και Transformer-based προσεγγίσεις µπορούν να προσφέρουν αξιόπι-
στη αυτόµατη τµηµατοποίηση πλακούντα, χρήσιµη για ποσοτική ανάλυση και συγκρίσιµες
µετρήσεις σε MRI.

Περιορισµοί εγκυρότητας. Η ερµηνεία των ευρηµάτων οφείλει να λάβει υπόψη ότι :

• η αξιολόγηση ϐασίζεται σε validation split και όχι σε ανεξάρτητο test set,

• δεν πραγµατοποιήθηκε εξωτερική επικύρωση σε δεδοµένα άλλου κέντρου ή διαφορε-
τικού πρωτοκόλλου,

• οι διαφορές στα αποτελέσµατα των καλύτερων είναι µικρές (τρίτη δεκαδική του Dice)
και δεν πρέπει να υπερερµηνεύονται.

Τελική αποτίµηση. Ο ϐασικός στόχος της διπλωµατικής ήταν η τεκµηριωµένη και δίκαιη
συγκριτική αξιολόγηση ετερογενών αρχιτεκτονικών για τµηµατοποίηση πλακούντα σε 3D
MRI. Με τα παρόντα δεδοµένα και υπό το ίδιο πρωτόκολλο εκπαίδευσης, ως ισχυρότερες
επιλογές αποτελούν τα SegMamba και SegResNet. Παράλληλα, τα SwinUNETR, Attention
U-Net και DynUNet εµφανίζουν πολύ κοντινή πρακτική συµπεριφορά, καθώς οι µικρές
διαφορές των µετρικών δεν αποτυπώνονται µε σαφήνεια στα ποιοτικά αποτελέσµατα.

7.2 Μελλοντικές επεκτάσεις

Κρίσιµη συνέχεια αποτελεί η αξιολόγηση σε ανεξάρτητο test set και η χρήση cross-
validation, ώστε τα συµπεράσµατα να υποστηρίζονται από πιο σταθερή στατιστική τεκµηρίω-
ση. Επιπλέον, για καλύτερη αποτίµηση ανθεκτικότητας σε µεταβολές κατανοµής προτείνεται
έλεγχος των µοντέλων σε διαφορετικά σύνολα δεδοµένων.

Η καταγραφή χρόνου εκπαίδευσης/inference, απαιτήσεων VRAM και συνολικού κόστους
ϑα ϐοηθήσει στην επιλογή µοντέλων µε ισορροπία ακρίβειας και υπολογιστικής ϐιωσιµότη-
τας.

Η ενσωµάτωση χαρτών αβεβαιότητας και στρατηγικών ηµι-αυτόµατης διόρθωσης µπορεί
να αυξήσει τη διαφάνεια και την αξιοπιστία σε απαιτητικές περιπτώσεις.
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7.2 Μελλοντικές επεκτάσεις

Επέκταση µε fine-tuning από υπάρχοντα checkpoints. Μια πρακτική κατεύθυνση ε-
ίναι η αξιοποίηση των καλύτερων checkpoints της εργασίας ως σηµείο εκκίνησης για στοχευ-
µένο fine-tuning. Η προσέγγιση αυτή µπορεί να επιταχύνει τη σύγκλιση και να υποστηρίξει
επεκτάσεις όπως ϐελτίωση ορίων, προσαρµογή σε νέα πρωτόκολλα λήψης και συνδυασµό µε
πρόσθετες εργασίες τµηµατοποίησης.

Παράλληλα, δεδοµένου ότι στο τρέχον πρωτόκολλο η επικύρωση έγινε µε foreground
cropping (source_key=label), ένα επόµενο ϐήµα είναι η επαναξιολόγηση των ίδιων check-
points µε ϱοές επικύρωσης που δεν ϐασίζονται σε label-καθοδηγούµενο cropping, ώστε η
διαδικασία να είναι πιο κοντά σε πραγµατικές συνθήκες χρήσης.

Πολυτροπική και πολυ-εργασιακή µοντελοποίηση. Πιθανές επεκτάσεις περιλαµβάνουν
αξιοποίηση επιπλέον ακολουθιών MRI όπου διατίθενται, καθώς και πολυ-εργασιακή µάθηση
που συνδυάζει τµηµατοποίηση µε παράλληλη πρόβλεψη κλινικών δεικτών.
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